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3.2 Pré-traitement et extraction de caractéristiques . . . . . . . . . . . . . . . . 40

3.2.1 Filtrage fréquentiel . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
3.2.2 Filtrage spatial . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 40
3.2.3 Filtrage spatial par Common Spatial Pattern . . . . . . . . . . . . . 41
3.2.4 CSP multi-classe . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 45
3.2.5 Filtrage spatio-fréquentiel . . . . . . . . . . . . . . . . . . . . . . . . 46
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4.2 La géométrie de l’information . . . . . . . . . . . . . . . . . . . . . . . . . . 63
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E.4 Récapitulatif . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 177

F Liste des publications personnelles 179



Liste des notations

A Une matrice.
a Un vecteur.
a Un scalaire.

|.| Valeur absolue d’un scalaire.
|.| Cardinal d’un ensemble.
�.�2 Norme euclidienne d’un vecteur.
�.�0 Norme 0 d’un vecteur, nombre d’éléments non nuls du vecteur.
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Chapitre 1

Introduction

1.1 Contexte

On nomme Interface cerveau-machine (ICM) tout système permettant d’établir un canal
de communication direct entre un cerveau et une machine sans passer par la voie mus-
culaire. C’est à Jacques Vidal que l’on doit le terme d’interface cerveau-machine. Dans
l’article [119] ”Toward direct brain-computer communication” publié en 1973, il fait état
des développements menés à l’Université de Californie et notamment d’un projet pilote :
The Brain Computer Interface Project. Ce projet est né de la conviction que le signal en-
registré par Électroencéphalogramme (EEG) est constitué en grande partie d’une mixture
complexe de signaux d’origine neuronale [119] plutôt que d’une majeure partie de bruit
aléatoire comme beaucoup le pensait à l’époque. Ainsi, il apparait théoriquement possi-
ble d’extraire de l’EEG des signatures associées à différents états mentaux, ces signatures
pouvant être utilisées pour envoyer des commandes à un ordinateur. A l’époque, le princi-
pal frein au développement des interfaces cerveau-machine réside dans la grande quantité
de données à traiter en regard de la faible puissance de calcul des ordinateurs disponibles.
Ainsi le moindre traitement, aussi basique soit-il, associé à la contrainte temps réel nécessite
l’emploi d’un dispositif expérimental conséquent. En 1977, il publie ”Real-Time Detection
of Brain Events in EEG” [120]. Il s’agit d’un système ICM utilisant les potentiels évoqués
visuels (dont l’utilisation n’a que très peu changé aujourd’hui). C’est le premier système
ICM fonctionnant en temps réel, qui permet à l’utilisateur de déplacer un curseur dans un
labyrinthe virtuel en sélectionnant une des quatre directions élémentaires. Pendant les 15
années qui suivirent la première publication de J. Vidal, les ICMs ne firent l’objet d’aucun
développement. C’est à partir des années 90 qu’un regain d’activité se produisit, notam-
ment grâce à J.R. Wolpaw [129]. C’est réellement à partir des années 2000 que le domaine
se popularisa. Malgré cet engouement et les progrès réalisés, il n’y a aujourd’hui aucun
système d’ICM réellement utilisé en dehors des laboratoires dans lesquels ils sont conçus.

Applications médicales

Le domaine d’application principal des ICMs est le domaine médical. En effet, les ICMs
pourraient offrir une nouvelle modalité d’interaction avec le monde extérieur pour des per-
sonnes atteintes de graves paralysies ou traumatismes. Certains patients, suite à un trauma-
tisme ou à une maladie dégénérescente, se retrouvent sans aucune capacité motrice alors que
leur cerveau continue de fonctionner normalement. C’est le cas pour les personnes atteintes
du syndrome d’enfermement (Locked-In Syndrome ou LIS) : ces personnes se retrouvent
entièrement paralysées, sans plus aucune activité musculaire, suite à une lésion du tronc
cérébral, causée dans la plupart des cas par un accident vasculaire cérébral (AVC). Leur
cerveau étant en parfait état de fonctionnement, les patients atteints de LIS sont parfaite-
ment conscients mais ils sont en revanche incapables de se mouvoir ou de communiquer par
la parole. Leur seul moyen de communication se fait à travers les mouvements résiduels des
paupières. On compte environ 1,000 personnes atteintes de LIS en France. Pour de tels cas,
les ICMs permettraient d’instaurer un nouveau mode de communication ou d’interaction
avec l’environnement du patient.
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12 CHAPITRE 1. INTRODUCTION

Les ICMs s’inscrivent également dans le champ de la réhabilitation fonctionnelle. Il s’agit
alors de palier à une déficience grâce à une prothèse dont les mouvements seraient directe-
ment contrôlés par une modulation volontaire de l’activité cérébrale [127]. Pour ce
type de patient, des solutions adaptées à chaque type de handicap existent déjà et sont bien
acceptées. Les ICMs constituent donc une nouvelle modalité qui entre en concurrence avec
ces dernières. Les solutions existantes reposent généralement sur l’exploitation de l’activité
musculaire résiduelle, en ce sens elles peuvent être très efficaces. Les ICMs devront donc
offrir un bénéfice par rapport à ces solutions si on souhaite les utiliser dans ce domaine.
A minima, les performances, la robustesse et le nombre de commandes offertes par l’ICM
devront égaler celles observées par les autres modalités, ce qui n’est pas encore le cas à
l’heure actuelle.

Applications grand public

Pour les applications grand public, le domaine des jeux vidéo est le principal concerné.
Les ICMs constituent ainsi une nouvelle modalité d’interaction pour les joueurs. En parti-
culier, les ICMs peuvent offrir une expérience de jeu totalement inédite et à contre courant
de la tendance actuelle (détection des mouvements du joueur). En revanche, les conditions
requises pour une acceptation large de cette technologie représentent un réel challenge.
Ainsi, en plus de la performance et de la robustesse, l’ergonomie et la réactivité, l’ICM
devra être irréprochable, sans quoi même le plus enthousiaste des joueurs délaissera cette
nouvelle ”manette” pour l’ancienne. A l’heure actuelle, seule la société Emotiv 1 propose
un casque d’enregistrement de l’activité cérébrale et une suite logicielle destinée à cet effet,
mais ne semble pas encore offrir les conditions suffisantes pour convaincre le public ciblé.

Intégrant les limitations des ICMs actuelles, les recherches s’orientent vers de nouvelles
applications à destination du grand public, regroupées sous la bannière des ICMs dites
”passives”. Constituées de l’ensemble des applications impliquant le monitoring de l’état
mental de l’utilisateur, ces ICMs ne font pas intervenir le sujet de manière active et relâchent
ainsi les contraintes sur la réactivité et les performances. Ces ICMs effectuent le suivi de la
charge mentale, du stress, de la somnolence ou de tout autre état général de l’utilisateur et
agissent en conséquence, par exemple, sur l’environnement du sujet. Ainsi, il serait possible
de mesurer l’état de vigilance d’un conducteur et de l’avertir ou d’adapter le comportement
du véhicule pour en tenir compte.

Un domaine multidisciplinaire

Le domaine des ICMs est fondamentalement multidisciplinaire et fait intervenir un vaste
champ de compétences.

• Neurophysiologie : une bonne compréhension du fonctionnement du cerveau est
absolument nécessaire. Les activités cérébrales (ou tâches mentales) que l’utilisateur
génère pour interagir avec l’interface activent des zones particulières du cerveau. La
compréhension du fonctionnement de ces activations et la connaissance des zones im-
pliquées est alors indispensable et impose des choix au concepteur de l’ICM.

• Électronique, mécanique et science des matériaux : les principales technolo-
gies de mesure de l’activité cérébrale sont destinées à une utilisation dans un environ-
nement médical. Ces technologies doivent être adaptées aux contraintes définies par
le contexte d’utilisation de l’ICM. Cette adaptation pourra se faire à travers la minia-
turisation de l’électronique de mesure et le développement de nouvelles électrodes.
L’un des challenges actuels réside dans le développement d’un casque de mesure de

1. www.emotiv.com
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l’activité cérébrale fiable et ergonomique.

• Traitement du signal : l’ICM doit transcrire l’activité cérébrale en une commande
destinée à une machine. Cette opération requiert de nombreux traitements sur les
données. Les signaux mesurés étant fortement bruités et très sensibles aux perturba-
tions, cette tâche est particulièrement ardue.

• Interfaces Homme-Machine : la mise en œuvre d’une ICM fait intervenir l’u-
tilisateur par le biais d’un système d’apprentissage. Ce dernier doit être simple et
ergonomique dans le but de maximiser la qualité de cet apprentissage. De la même
manière, une ICM doit se révéler simple d’utilisation afin d’éviter de fatiguer et de
lasser l’utilisateur, ce qui se traduirait par une baisse des performances du système.

Pour que la réalisation d’une ICM soit un succès il est absolument primordial de con-
sidérer la châıne dans son ensemble. Bien souvent, on observe un cloisonnement entre les
différents domaines, où l’équipe chargée du traitement du signal travaille de manière aveu-
gle sur des jeux de données, fournissant ainsi des algorithmes peu adaptés à une mise en
situation réelle, et où l’équipe chargée de la réalisation des expérimentations met en œuvre
les algorithmes de l’état de l’art, subissant ainsi leurs défauts sans pouvoir y remédier.

Aborder et traiter conjointement toutes les composantes d’une ICM en plaçant l’utilisa-
teur au centre des préoccupations permet alors la mise en place d’un cercle vertueux où les
besoins des utilisateurs et les solutions algorithmiques adoptées convergent et débouchent
sur la réalisation d’une ICM performante, robuste et ergonomique.

Les challenges

Les travaux réalisés lors de la dernière décennie permettent aujourd’hui d’avoir le recul
nécessaire pour appréhender de manière réaliste les capacités des ICMs et pour identifier
leurs limitations.

La modalité de mesure de l’activité cérébrale utilisée dans la plupart des travaux, y
compris pour cette thèse, est l’Électroencéphalogramme (EEG). L’EEG a l’avantage d’être
non-invasif et offre une bonne résolution temporelle, ce qui en fait une modalité bien adaptée
à la majorité des applications ciblées par les ICMs, en particulier pour les applications à
destination du grand public. En revanche, les signaux ainsi obtenus sont fortement bruités
et très sensibles aux perturbations, ce qui complexifie grandement leur interprétation. De
plus, la quantité d’information exploitable par l’ICM est relativement faible, ce qui limite
fortement le nombre de commandes réalisables. Enfin, le matériel nécessaire à l’acquisition
de ces signaux est aujourd’hui encore trop encombrant, coûteux et peu confortable.

La robustesse, c’est à dire la capacité de l’ICM à garder un comportement cohérent
face aux diverses perturbations que subissent les signaux ainsi qu’aux conditions variables
dans lesquelles ils sont enregistrés, est également un point bloquant. Il n’y a aujourd’hui
que très peu de réalisations pouvant prétendre à un fonctionnement dans des conditions de
vie courante.

Enfin, l’ergonomie des ICMs est encore loin d’être suffisante. La mise en place du
système de mesure et les temps de calibration et d’apprentissage des algorithmes constituent
des freins important à l’utilisation de cette technologie. En particulier, la réalisation d’une
ICM permettant une utilisation quotidienne et sur le long terme constitue un défi majeur
du domaine.
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1.2 But de la thèse et Approche suivie

Cette thèse initie au sein du laboratoire LE2S (Laboratoire Électronique des Systèmes
pour la Santé) du CEA-LETI une telle action dans le domaine des ICMs. Ce laboratoire
possédant des compétences à la fois en électronique et en traitement du signal, il constitue
un environnement propice au développement complet d’une ICM. Nous avons ainsi cherché à
aborder de manière globale la réalisation d’une ICM. Ces travaux ont été menés avec comme
ligne directrice le développement d’un système d’ICM utilisable dans un contexte de vie
courante, le but étant de réaliser une ICM simple d’utilisation, robuste et ergonomique,
permettant le contrôle d’un effecteur avec un temps de calibration minimal.

Nous nous sommes orientés vers une ICM asynchrone, permettant à l’utilisateur d’en-
voyer des commandes à tout instant quand il le désire, ce qui offre ainsi une grande liberté
d’action et une meilleure ergonomie. Cette ICM sera fondée sur l’imagerie motrice, l’en-
voi des commandes est ainsi effectuée par l’imagination du mouvement d’un membre. Un
brain-switch ou interrupteur cérébral a été réalisé et permet à l’utilisateur d’envoyer une
commande binaire. Bien qu’élémentaire, ce type d’ICM offre de très nombreuses possibilités
d’application, et est considéré comme incontournable dans la mise en œuvre d’un système
ICM destiné à une utilisation dans la vie courante. En premier lieu, le brain-switch per-
met à l’utilisateur d’envoyer une commande simple pour indiquer au système qu’il souhaite
interagir avec lui. Couplé à une ICM plus complexe, le brain-switch permet d’augmenter
la robustesse de cette dernière en la gardant silencieuse lorsque l’utilisateur ne souhaite
pas interagir avec elle. Il pourra également déclencher l’allumage d’un dispositif externe ou
encore permettre à l’utilisateur de choisir une action dans un menu. Un tel système se doit
d’être le plus fiable possible. Nous avons également souhaité replacer l’utilisateur au centre
des développements, en proposant des méthodes adaptatives permettant d’impliquer plus
fortement l’utilisateur et de stimuler le processus d’apprentissage.

La réalisation d’une telle ICM implique le développement d’algorithmes robustes et
leurs mises en œuvre expérimentales. Les travaux réalisés comportent deux volets, l’un con-
cerne le développement de nouveaux algorithmes, l’autre concerne la réalisation de cam-
pagne de tests. Nous avons donc conduit alternativement des phases de mise en œuvre
expérimentale qui nous ont permis d’identifier les faiblesses des algorithmes, et des phases
de développement algorithmique dans le but de les corriger.

Ce processus nous a permis de traiter et d’apporter des contributions à l’ensemble des
blocs constituants une ICM, comme l’illustre la figure 1.1.

1.3 Organisation du manuscrit

État de l’art. La première partie présente l’état de l’art des interfaces cerveau-machine
et elle est constituée de 2 chapitres.

Le chapitre 2 passe en revue les différentes approches menant à la réalisation d’une ICM
fondée sur l’EEG. Après avoir dressé la liste des principaux types d’ICMs, ce chapitre décrit
le couplage avec des effecteurs, et conclura sur l’identification des verrous actuels.

Le chapitre 3 porte sur les méthodes de traitement du signal faisant aujourd’hui office de
référence. Ce domaine étant extrêmement vaste, ce chapitre se concentrera sur les méthodes
utilisées dans le cadre des paradigmes fondés sur l’imagerie motrice. La châıne de traitement
classique sera présentée, et l’accent sera mis sur les techniques de filtrage spatial et de
classification.

Contributions algorithmiques. La deuxième partie présente les principales contribu-
tions algorithmiques réalisées pendant cette thèse. Cette partie comporte 3 chapitres. Notre
contribution majeure est l’introduction de la géométrie différentielle appliquée aux matrices
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Figure 1.1 – Le travail réalisé porte sur la plupart des blocs d’un ICM. Des méthodes de
traitement du signal robustes ont été développées, permettant de simplifier grandement la
châıne de traitement. L’interprétation des commandes et le couplage avec un effecteur a été
réalisé à travers une application de commande de l’environnement de type domotique. L’in-
teraction avec l’utilisateur et le retour sensoriel a également été travaillé par l’intermédiaire
d’une mise en œuvre adaptative afin de stimuler le processus d’apprentissage de l’utilisa-
teur. Le système d’acquisition n’a en revanche pas été abordé durant ces travaux, mais fait
l’objet de développements au sein du laboratoire.

de covariance dans le domaine des ICMs, ce qui a permis le développement d’algorithmes
originaux impactant l’ensemble de la châıne de traitement, que ce soit pour l’amélioration
des performances, pour plus de robustesse ou d’ergonomie. Cette approche permet une ex-
ploitation optimale de l’information spatiale contenue dans les signaux EEG, ainsi la châıne
de traitement a ainsi pu être considérablement simplifiée.

Le chapitre 4 présente les outils de la géométrie différentielle et les applique à la classifi-
cation de signaux EEG directement à partir d’une mesure de distance Riemannienne entre
les matrices de covariance spatiales estimées sur des portions de signaux EEG.

Le chapitre 5 introduit le concept de plan tangent à une variété Riemannienne, perme-
ttant ainsi de manipuler les matrices de covariance avec des outils plus évolués et d’obtenir
un gain en performance significatif.

Enfin, le chapitre 6 porte sur la problématique de sélection d’électrodes, particulièrement
importante pour l’amélioration de l’ergonomie, et propose deux nouvelles méthodes pour
répondre à ce besoin, l’une d’elle se fondant également sur les outils de la géométrie Rie-
mannienne.

Contributions expérimentales. La troisième et dernière partie de ce manuscrit présente
les 2 campagnes expérimentales menées au cours de ces 3 ans. Cette partie se divise en 3
chapitres.

Le chapitre 7 introduit la châıne expérimentale mise à disposition par le laboratoire et
présente le type d’ICM choisie pour mener à bien ces expériences : le brain-switch.

Le chapitre 8 décrit ainsi la première campagne de tests, portant sur la réalisation d’un
brain-switch avec apprentissage adaptatif, permettant une mise en œuvre simple et rapide
de l’ICM.

Enfin, le chapitre 9 présente la deuxième campagne de tests dont l’expérience consistait
à coupler le brain-switch avec un effecteur afin de permettre à l’utilisateur d’interagir avec
son environnement via une application de type domotique.
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Première partie

État de l’art
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Chapitre 2

Les interfaces cerveau-machine
EEG

2.1 Principe

Une interface cerveau machine (ICM), ou encore Brain Computer Interface (BCI), est
un dispositif permettant d’établir une communication directe entre un utilisateur, ou plus
précisément son cerveau, et une machine sans recourir à la voie musculaire. Le principe
de fonctionnement est le suivant : à travers la mesure et l’analyse de l’activité cérébrale,
on convertit les intentions de l’utilisateur en commandes interprétables par une machine.
De par son fonctionnement, le cerveau génère une activité à la fois spécifique en temps, en
fréquence et en espace en fonction de l’état mental du sujet. On peut ainsi, en théorie, faire
correspondre à chaque état mental une commande destinée à une machine. La détection
d’un de ces états mentaux (tâches mentales) entrâıne la réalisation, au niveau de l’effecteur,
de l’action qui lui est associée arbitrairement.

Il est donc nécessaire, en premier lieu, d’acquérir unemesure dynamique de l’activité
cérébrale. Il existe plusieurs méthodes pour cela. Dans ce chapitre nous nous limiterons
uniquement à la mesure par électroencéphalogramme (EEG) qui est, à plusieurs égards,
la technologie la plus employée pour les ICMs. Il s’ensuit une étape de traitement du
signal ayant pour objectif de décrypter les signaux reflétant l’activité cérébrale dans
le but d’y détecter la réalisation des différentes tâches mentales. Cette information est
ensuite traduite en une commande destinée à un effecteur, qui va ensuite réaliser l’action
correspondante en informant l’utilisateur de la bonne prise en compte de la commande via
un retour sensoriel. Ce retour sensoriel (feedback), est principalement visuel [128], parfois
auditif [52] et dans de rare cas haptique [25]. La figure 2.1 illustre le principe général d’une
boucle ICM.

Figure 2.1 – Principe de fonctionnement d’une interface cerveau machine. Le cerveau et l’-
effecteur sont mis en relation à travers une châıne mettant en œuvre un module d’acquisition
de l’activité cérébrale, un module de traitement du signal et un module d’interprétation.

19
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2.2 Mesure de l’activité cérébrale

2.2.1 Différentes modalités de mesure de l’activité cérébrale

Il existe au moins 3 principes, un physiologique et deux physiques, permettant la mesure
de l’activité cérébrale.

La réponse hémodynamique est exploitée à la fois par l’imagerie par résonance magné-
tique fonctionnelle (IRMf) et par la spectroscopie proche infrarouge (SPIR). Lorsqu’une
zone du cerveau est active, elle consomme une quantité d’oxygène plus importante, ce qui
se traduit par un afflux sanguin dans la zone impliquée. En observant les variations du
flux sanguin dans le cerveau, on peut alors en déduire les zones activées. L’IRMf observe
cette variation via les propriétés magnétiques de l’hémoglobine contenue dans les globules
rouges lors de la désoxygénation [28]. La SPIR observe quant à elle cette variation grâce
aux propriétés optiques de l’hémoglobine [122]. Si ces méthodes possèdent des avantages
(très bonne résolution spatiale pour l’IRMf, bon rapport signal à bruit pour les deux) les
inconvénients sont rédhibitoires pour la plupart des applications d’ICMs. En effet, outre la
taille imposante d’un IRM, le principe même sur lequel repose la mesure, à savoir la variation
d’oxygénation du sang, intervient avec un délai d’environ 6 secondes après l’activation de la
zone [28]. Ce délai est donc trop grand pour envisager une utilisation temps réel. Certaines
applications ont cependant vu le jour en utilisant la SPIR [26], mais elles relèvent plus de
la preuve de concept que de l’utilisation de cette modalité pour les ICMs.

Les Champs magnétiques : Les neurones communiquent entre eux par l’intermédiaire
d’impulsions électriques, ces dernières se traduisant par l’émission d’un champ électromagnétique.
Il est alors possible de mesurer une image de l’activité électrique du cerveau soit en mesurant
les champs magnétiques qui en émane, soit en mesurant les champs électriques. La tech-
nique de mesure des champs magnétiques s’appelle la magnétoencéphalographie (MEG).
Les champs mesurés étant de l’ordre du femto Tesla (fT), un appareillage conséquent est
nécessaire. La mesure doit s’effectuer dans une chambre en mu-metal 1 de manière à sup-
primer le champ magnétique terrestre. Cependant cette technique de mesure possède une
très bonne résolution spatiale (inférieure au millimètre) ainsi qu’une très bonne résolution
temporelle, ce qui en fait une méthode de choix pour l’étude du cerveau. On déplore
néanmoins un faible nombre d’institutions équipées en MEG, principalement en raison du
prix élevé de l’installation. Plus récemment, on a vu apparâıtre d’autres techniques permet-
tant la mesure d’une activité physiologique via les champs magnétiques [35]. En encapsulant
du gel électroactif 2 dans une électrode que l’on place à proximité du cerveau, on est capa-
ble de mesurer un signal reflétant l’activité électrique de ce dernier. Cette technologie est
encore loin d’être au point mais à l’avantage d’être miniaturisable et facilement intégrable
dans un appareil portatif, contrairement à la MEG.

Les Champs électriques : Enfin, la dernière modalité de mesure de l’activité cérébrale
consiste à mesurer la résultante des champs électriques générés par les neurones, soit de
manière invasive en implantant des électrodes directement dans le cerveau ou à la surface du
cortex (électrocorticographie, ECoG), soit de manière non-invasive en mesurant les poten-
tiels à la surface du scalp (électroencéphalographie, EEG). Si les techniques invasives offrent
les résultats les plus prometteurs [126], ces technologies impliquent de lourdes opérations
comportant des risques pour les usagers et pour des raison éthiques, ne peuvent être utilisées
pour certains patients. Cette thèse est tournée vers les applications non-invasives, qui offrent

1. Le mu-métal est un alliage de nickel et de fer qui a une très haute perméabilité magnétique, et
constitue donc un excellent matériau pour le blindage magnétique.

2. Gel se déformant sous l’effet des champs électromagnétiques.



2.2. MESURE DE L’ACTIVITÉ CÉRÉBRALE 21

certes des performances limitées mais qui ont pour avantage de faciliter les expérimentations
dans un cadre simple à mettre en œuvre et en toute sécurité pour l’utilisateur.

2.2.2 Électroencéphalographie

Généralités

L’électroencéphalographie (EEG) fut inventée en 1924 par Hanz Berger. Si le principe
est resté globalement inchangé, la technologie a largement évolué, principalement grâce aux
avancées en électronique. L’EEG est une simple mesure de différence de potentiel au niveau
du scalp. Cette différence de potentiel reflète l’activité électrique locale du cerveau. On la
mesure par l’intermédiaire d’électrodes disposées sur le cuir chevelu du patient. On utilise
au minimum trois électrodes, une électrode de masse, une électrode de référence et enfin une
électrode de mesure. Ces électrodes sont reliées à un amplificateur. Ce dernier va amplifier
la différence de potentiel entre l’électrode de mesure et l’électrode de référence, vis-à-vis de
la masse commune, prise au niveau de l’électrode de masse.

Le principe d’un amplificateur EEG est relativement simple. Il s’agit d’un amplificateur
différentiel, suivi d’un filtrage, d’une numérisation et enfin d’un transfert vers un ordinateur.

Les amplificateurs EEG sont des appareils coûteux, d’une part car ils sont classés en
tant que matériel médical et doivent donc satisfaire des normes strictes. D’autre part, même
si le schéma de principe est simple, la réalisation de l’appareil est relativement complexe.
Les difficultés ne sont pas conceptuelles mais bien technologiques. En effet, les potentiels
mesurés sont faibles (de l’ordre de quelques centaines de µV ), ce qui nécessite l’emploi de
composants bas bruit de bonne qualité. De plus, on utilise, en clinique, un nombre très
important d’électrodes (> 128). Ils se posent alors des problèmes de coût, d’intégration, de
débit au niveau de la numérisation et du transfert vers un ordinateur.

L’EEG est principalement utilisée en clinique. L’observation de l’EEG permet ainsi de
repérer les foyers épileptiques. On l’utilise aussi pour l’observation des cycles du sommeil. De
la même manière, cette technique est aussi utilisée pour les patients dans le coma, et entre
en compte dans le diagnostic de la mort cérébrale. Plus rarement, on l’utilise en anesthésie
pour ajuster le dosage ou surveiller l’état de réveil du patient.

Particularités Fréquentielles

En EEG, la bande passante des signaux est faible (100 Hz environ) et il est rare qu’on
retrouve de l’information au delà de 40 Hz. On considère que le signal utile est compris entre
0 et 40 Hz. On distingue principalement 5 bandes fréquentielles (on parle aussi d’ondes)
qu’on peut relier à l’état de l’utilisateur ou à la tâche mentale qu’il effectue :

• Les ondes Delta, occupant les fréquences en dessous de 3Hz, sont généralement as-
sociées au sommeil chez l’adulte.

• Les ondes Thêta, entre 4 et 7 Hz, correspondent à un état de détente.
• Les ondes Alpha, entre 7 et 13 Hz, sont les premières ondes remarquables observées
grâce à leurs fortes amplitudes. Elles apparaissent de façon très importante lorsque
l’on ferme les yeux et que l’on se détend. On les surnomme aussi Mu lorsque ces ondes
sont enregistrées au niveau du cortex sensorimoteur : dans ce cas elles apparaissent
lors d’un mouvement ou lors de son imagination.

• Les ondes Beta, entre 13 et 30 Hz, sont associées à des périodes d’activité intense du
cerveau.

• Les ondes Gamma, entre 26 et 100 Hz, sont pratiquement invisibles en EEG et sont
liées à des activités complexes du cerveau. Elles sont encore très peu étudiées.

La position de ces bandes peut varier légèrement, de 2-3 Hz tout au plus, d’une personne
à une autre. Les bandes Alpha et Beta sont les bandes de fréquences les plus utilisées en
ICM [91].
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Figure 2.2 – Les différentes bandes fréquentielles du signal EEG

Particularités Spatiales

On considère que l’EEG capte la majeure partie des signaux émis par le cortex cérébral,
le lieu du traitement de l’information. Ce dernier est divisé en zones fonctionnelles, appelées
aires, chacune assurant une fonction précise. L’organisation de ces aires est à peu près iden-
tique pour l’ensemble des individus, mais elles peuvent toutefois présenter de petites vari-
ations. On distingue trois grands types d’aires, représentées figure 2.3 : les aires motrices,
les aires sensorielles et les aires d’associations.

Les aires motrices. On distingue deux zones du cortex spécialisées dans la motricité,
celles-ci sont situées dans le cortex frontal (en rouge) et sont réparties de part et d’autre
du sillon central. La zone principale est l’aire motrice primaire qui occupe toute la partie
postérieure du lobe frontal. Une partie précise de cette aire est dédiée à chaque zone du
corps et la précision des mouvements est proportionnelle à la surface de la zone en ques-
tion. La figure 2.4 illustre la répartition des différentes zones dédiées à chaque membre en
fonction de leur importance. Ainsi, les zones les plus fortement représentées sont donc celles
du visage et de la main. Le rôle de l’aire motrice primaire est d’effectuer les mouvements
volontaires.

Les aires sensorielles. Trois aires cérébrales sont spécialisées dans le traitement des
données sensorielles : le cortex visuel situé dans le lobe occipital (en vert), le cortex auditif
dans le lobe temporal (en jaune) et le cortex somatosensoriel dans le cortex pariétal (en
bleu). Le cortex visuel est composé d’une part du cortex visuel primaire, qui reçoit les
informations en provenance de la rétine et effectue un traitement bas niveau (identification
des lignes, des couleurs, ...), et d’autre part du cortex visuel secondaire qui rassemble et
associe les informations traitées par le cortex visuel primaire pour obtenir et reconnaitre
le monde tel qu’on le perçoit. Le cortex auditif est organisé de façon similaire au cor-
tex visuel. Il est situé dans le lobe temporal. Il comprend une aire auditive primaire qui
identifie les fréquences et une aire auditive secondaire qui reconstitue les sons. Le cortex
somatosensoriel est organisé de façon similaire au cortex moteur et s’occupe du traite-
ment des informations sensorielles en provenance des membres (on parle souvent de cortex
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sensorimoteur pour désigner ces deux entité rassemblées).

Les aires d’association. Les aires d’association représentent la majeure partie du cortex
cérébral chez l’homme et sont le principal facteur de la taille de son cerveau. En fait, ce
terme désigne toutes les aires qui ne sont ni motrices, ni sensorielles, leurs fonctions sont
donc très diverses.

Figure 2.3 – Les différentes aires du
cerveau

Figure 2.4 – Répartition des zones dédiées
à chaque membre en fonction de leur im-
portance dans le cortex moteur.

En ICM EEG, on s’intéresse majoritairement aux zones du cortex sensorimoteur [93]
(le long de la césure centrale) et également au lobe occipital qui accueille les zones dédiées
à la vision (cortex visuel). En effet, de par son organisation somatotopique 3, le cortex
sensorimoteur permet d’activer volontairement des zones distinctes spatialement. Ainsi, il
est plus aisé de produire des tâches mentales discriminables. De son côté, le cortex visuel
est le lieu où naissent les potentiels évoqués visuels (cf section 2.3.2). Cette zone est donc
impliquée dans toutes les ICMs se fondant sur des stimulations visuelles de l’utilisateur.

2.2.3 Les électrodes

Différents types d’électrodes

Il existe une grande variété d’électrodes utilisées en EEG que l’on emploie selon les
contraintes auxquelles on est soumis. Ainsi, pour un usage rapide et de courte durée, on
utilise des électrodes tampon. Ces électrodes sont constituées d’un petit dôme de 2cm en
argent chloruré que l’on recouvre d’un tampon de tissu imbibé avec une solution saline. On
pose ensuite ces électrodes sur le cuir chevelu après un rapide dégraissage et l’application
d’une pâte conductrice. Elles sont maintenues par un casque en caoutchouc épousant la
forme du crâne. La solution saline séchant rapidement, il faut les humidifier fréquemment.

On trouve ensuite les électrodes cupules. Ce sont de petits disques d’un demi cm en
argent ou en or. La forme en cupule de l’électrode permet de les remplir de pâte conductrice
et de les appliquer facilement sur le crâne. Elles sont ensuite collées directement sur le crâne

3. représentation du corps humain au sein d’une structure nerveuse permettant la discrimination spatiale
des impressions sensitives
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à l’aide de gaze imbibée de colle. Cette technologie permet une mesure plus longue, de l’ordre
de la journée.

Pour des enregistrements plus longs, ou lorsque le patient est agité (par exemple lors
des crises d’épilepsies) et que les électrodes classiques ne tiennent pas en place, on utilise
des électrodes aiguilles. Elles ont la forme d’aiguilles hypodermiques et sont placées sous
la peau, parallèlement à la surface.

Ces électrodes sont dites passives, leur fonction est d’assurer le contact avec le scalp
et de conduire les potentiels jusqu’à l’amplificateur EEG. Le problème de ces électrodes
réside justement dans le câble qui les relie à l’amplificateur. En effet, les potentiels mesurés
étant très faibles, les signaux sont extrêmement sensibles au bruit et aux artefacts dus aux
mouvement des câbles

Pour résoudre ce problème, on utilise de plus en plus souvent des électrodes actives.
L’idée est de rapprocher au maximum électrode et amplificateur. Pour des raisons pratiques,
on ne peut pas réduire la taille des câbles, on va donc chercher à intégrer un premier étage
d’amplification au sein même de l’électrode. Ceci a pour effet de réduire les artefacts et le
bruit dûs au câble, mais aussi de permettre d’augmenter l’impédance acceptable 4 au niveau
de l’interface entre l’électrode et le scalp. Ainsi il n’est plus particulièrement nécessaire de
préparer la peau (généralement avec une pâte abrasive) avant la pose de l’électrode, ce qui
constitue un gain de temps très important.

L’ensemble de ces électrodes sont dites humides, car il est nécessaire d’appliquer une
solution ou un gel pour assurer le contact électrique entre l’électrode et la peau. Un nouveau
type d’électrode commence à faire son apparition. On parle d’électrodes sèches car elles
n’ont plus besoin de gel de conduction. Elles ont la forme d’une petite brosse qui va se
glisser entre les cheveux et aller au contact de la peau. Cette technologie est encore peu
employée mais est très prometteuse car elle est susceptible de réduire très fortement le
temps nécessaire à la préparation de l’EEG. Le développement d’électrodes sèches efficaces
marquerait l’avènement de l’EEG à destination du grand public, en particulier pour les jeux
vidéo.

Pose des électrodes

La pose des électrodes doit être particulièrement soignée. En particulier, le position-
nement des électrodes est important pour l’interprétation des résultats et la reproductibilité
des expérimentations. Les signaux issus des électrodes sont également fortement corrélés si
les électrodes sont trop proches. En dépit de cela l’intensité du signal venant d’une zone
spécialisée peut diminuer très rapidement si l’on est placé au mauvais endroit. Il est alors
difficile d’utiliser les mêmes paramètres d’une expérience à l’autre. Dans le but de faciliter
la pose des électrodes, leurs positions ont été normalisées et suivent le système 10-20. La
figure 2.5 représente la position des électrodes dans ce système international.

Le principe est le suivant, de profil (figure 2.5-A) on mesure la distance entre le nasion
et l’inion, la première rangée d’électrodes est située à 10% de la distance, puis les suivantes
à 20%. On fait de même pour la distance entre le centre des deux oreilles et on obtient la
position de chaque électrode. Si on souhaite augmenter le nombre d’électrodes, on intercale
les électrodes supplémentaires à équidistance de chacune des électrodes du système 10-20
comme l’illustre la figure 2.5-C.

Les positions de l’électrode de masse et de l’électrode de référence ne sont pas nor-
malisées. Cependant, il est d’usage de placer la référence sur le lobe d’une oreille et la
masse proche du front, par exemple en AFz.

4. En EEG clinique, on considère que l’impédance mesurée entre une électrode de mesure (passive)
et l’électrode de masse doit être inférieure à 5kΩ pour que les signaux EEG soient de bonne qualité.
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Figure 2.5 – Position des électrodes dans le système 10-20

2.2.4 Bruit/Artefact

Du fait même de la mesure, le signal EEG est très sensible à toutes sortes de perturba-
tions étant donné la nature très faible des signaux que l’on cherche à mesurer. On distingue
principalement deux bruits de natures différentes.

Tout d’abord le bruit ambiant qui émane de l’environnement dans lequel la mesure
est effectuée. La principale source de bruit ambiant est le rayonnement électromagnétique
du réseau électrique. Cependant la gestion de ce bruit est relativement aisée. D’une part,
on considère que le signal cérébral utile que l’on peut mesurer en EEG n’excède pas une
fréquence de 40 Hz [92] (sauf cas exceptionnel). Il suffit donc d’appliquer un filtrage passe-
bas pour supprimer simplement ce type de bruit. La plupart des systèmes d’enregistrement
EEG possèdent un filtrage Notch (coupe bande très spécifique) destiné à cet effet. D’une
manière générale, le bruit ambiant n’est pas le bruit le plus gênant en EEG. Qu’il vienne du
rayonnement du secteur ou de tout autre appareillage électrique, il réside en général dans
des bandes de fréquences plus élevées que celles des signaux EEG. De plus, la source des
perturbations est généralement suffisamment éloignée pour que l’ensemble des capteurs soit
impacté de façon identique, ce qui rend ces artefacts aisément supprimables, par exemple
à l’aide d’un filtrage spatial par Common Average Reference 5 (CAR).

Le deuxième type de bruit est un bruit de nature physiologique. Il émane du sujet
sur lequel la mesure est effectuée. Parmi ce bruit physiologique, on distingue deux sources,
la première est le cerveau lui-même ce qui peut parâıtre paradoxal à première vue. En
effet, le cerveau comporte des milliards de neurones qui fonctionnent en permanence. Ceci
génère des activités électriques de provenance multiple qui se mélangent et subissent de
nombreuses distorsions, notamment lors de la traversée de la boite crânienne. Les activités
spécifiques que l’on cherche à détecter, et qui sont issues d’un groupe réduit de quelques

5. soustraction à chaque signal de la moyenne des autres signaux.
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millions de neurones, se retrouvent noyées dans ce bruit provenant de l’ensemble des autres
zones du cerveau.

La deuxième source de bruit physiologique est d’origine musculaire. En effet, la con-
traction d’un muscle se trouvant à proximité des électrodes (principalement les muscles du
visage) induit l’apparition d’un potentiel qui va se propager et perturber la mesure. L’arte-
fact musculaire rencontré le plus couramment est le battement des paupières. Il induit
une forme d’onde caractéristique qui se propage de la zone frontale vers la zone occipitale
en s’atténuant. De par ce fait, les signaux issus des différentes électrodes sont perturbés
différemment suivant la position de la masse et de la référence. La forme typique d’onde de
ce potentiel est donnée figure 2.6.
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Figure 2.6 – Forme typique d’onde d’un artefact oculaire, extrait par PCA et moyenné
sur 80 occurrences. L’échelle est normalisée par rapport à la variance du signal EEG. La
moyenne est représentée en trait plein, l’écart type en pointillé.

L’artefact oculaire possède un contenu spectral inférieur à 10 Hz. Pour un certain nombre
d’ICM, notamment les ICM basés sur l’imagerie motrice, cet artefact est relativement peu
gênant puisqu’il empiète peu sur les bandes de fréquences utiles (Alpha et Beta). On se
contente alors d’un filtrage passe-haut qui supprime simplement la majeure partie de ces
artefacts. Pour les cas où l’on souhaite néanmoins conserver la partie basse des fréquences
des signaux EEG, une séparation de sources est possible [60] et s’applique facilement à
l’extraction de cette source d’artefact.

L’un des artefacts musculaires des plus gênants est produit lorsque l’on contracte les
mâchoires. Cela génère un bruit blanc de variance bien supérieure au signal EEG lui-même
comme le témoigne le spectre figure 2.7

Cet artefact est extrêmement dur à supprimer, en revanche il est assez facile à détecter,
par exemple sur un critère d’augmentation soudaine de la puissance dans les fréquences
élevées (> 50 Hz). Une chaine de traitement peut être facilement mise en œuvre dans le
but de supprimer les portions de signal contenant de tels artéfacts.

2.3 Principaux types d’ICMs EEG

2.3.1 Introduction

Toute ICM repose sur un principe commun : détecter la réalisation d’une activité
cérébrale spécifique à travers le signal EEG [69]. Le cerveau fonctionne suivant des principes
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Figure 2.7 – Spectre d’un signal EEG lors de la contraction de la mâchoire

différents en fonction des tâches qu’il doit réaliser. On dispose donc d’un panel de tâches
mentales [127] induisant la réalisation d’une activité cérébrale spécifique. Ainsi on distingue
plusieurs types d’ICMs en fonction des principes physiologiques sous-jacents à la génération
des activités spécifiques ainsi qu’au mode de réalisation de l’ICM elle-même.

2.3.2 Potentiels Évoqués

Les potentiels évoqués sont des signaux électriques produits automatiquement par le
cerveau en réponse à une stimulation. Dans le cadre des ICMs, cette stimulation est prin-
cipalement sensorielle. Le plus fréquemment, on stimule visuellement l’utilisateur, par ex-
emple à l’aide d’un flash lumineux [118, 107] et on observe ensuite la réponse générée
par le cerveau. Plus rarement, cette stimulation est auditive [42, 66] ou encore somatosen-
sorielle [89]. On parle d’interface synchrone pour les ICMs basées sur les potentiels
évoqués, car l’analyse des signaux est effectuée en synchronisation avec le stimulus. Pour
l’utilisateur, les commandes sont dépendantes de l’arrivée du stimulus, ce qui est parfois
frustrant et conduit à des flux d’information assez bas.

Ce type d’ICM ne nécessite pas, ou très peu, d’apprentissage de la part de l’utilisateur.
Les réponses utilisées sont induites automatiquement et l’utilisateur demeure peu actif
mais doit rester vigilant. L’apprentissage se situe en majorité du côté des algorithmes (cf
figure 2.8). Ce type d’ICM peut donc fonctionner avec un niveau de performance optimal
très rapidement après sa mise en place, en revanche la marge de progression qui accompagne
une utilisation dans la durée reste très faible.

Figure 2.8 – Répartition de l’apprentissage entre l’utilisateur et l’algorithmie pour les
ICMs de type Potentiel Évoqué. L’apprentissage repose principalement sur les algorithmes.

On distingue deux types de potentiels évoqués : les potentiels évoqués brefs, lorsque la
stimulation est parcimonieuse dans le temps avec une réponse cérébrale induite transitoire,
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et les potentiels évoqués maintenus (ou Steady State), lorsque la stimulation est continue
avec une réponse induite stationnaire.

Potentiels Évoqués Brefs

Ainsi, les potentiels évoqués brefs sont des signaux de durée limitée dans le temps,
avec en général une forme d’onde reproductible et bien définie synchronisée sur l’instant
de la stimulation. On est donc devant une tache de détection de la présence d’une activité
spécifique vis-à-vis de la non présence de cette activité spécifique, et cela sur un intervalle
de temps limité et synchrone avec le stimulus.

Le potentiel évoqué le plus couramment utilisé en ICM EEG est le P300. Un onde P300
se produit environ 300 ms à la suite de l’arrivée (cf Figure 2.10) d’un stimulus [101]. Il est
localisé au niveau du cortex visuel. Le P300 est utilisé principalement pour des applications
de clavier virtuel [107]. En illuminant successivement les différentes lettres d’un clavier
virtuel, une réponse P300 est générée lors de l’illumination de la lettre que l’utilisateur
veut sélectionner. La détection de ce P300 permet donc de connaitre la lettre choisie par
l’utilisateur.

Un autre potentiel évoqué utilisé en ICM est le potentiel d’erreur [37]. Ce potentiel
apparait notamment lorsque l’action effectuée au niveau de la machine est contraire à la
volonté de l’utilisateur (par exemple déplacement du curseur à droite alors que l’utilisateur
souhaitait le déplacer vers la gauche). Ces potentiels d’erreur pourraient permettre de savoir
si l’ICM a mal interprété la volonté de l’utilisateur, et le cas échéant, y remédier [24].

Figure 2.9 – Domaine temporel/freq/spatial et caractéristiques utilisées pour la détection
du P300. On analyse les signaux sur une fenêtre temporelle après stimulation, sur les
électrodes correspondant au cortex visuel et basse fréquence. La réponse attendue est une
réponse temporelle typique.
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Potentiels Évoqués maintenus

Les Potentiels évoqués maintenus (Steady State Evoqued Potential , SSEP) sont des
potentiels évoqués dont les caractéristiques de la réponse sont constantes dans le temps.
Les SSEP sont produits par répétition d’un stimulus sensoriel qui va induire une activation
répétée de la zone du cerveau concernée. Il en résulte l’apparition dans les enregistrements
EEG d’un signal de fréquence égale à celle de la répétition des stimulus [118].

Lorsque la stimulation est visuelle, ces potentiels sont appelés SSVEP (Steady State Vi-
sual Evoqued Potential). On soumet l’utilisateur à une succession de flashs lumineux d’une
fréquence donnée et la réponse du cortex visuel se synchronise ainsi sur cette fréquence.
Cette réponse est par ailleurs très localisée spatialement. Ainsi on retrouve en Oz la
fréquence de stimulation photique de manière très marquée. Dans certaines conditions, on
observe une réponse pour des fréquences pouvant aller jusqu’à 90 Hz [51]. L’amplitude de la
réponse fréquentielle varie en fonction de l’attention portée au stimulus [63]. Pour utiliser ce
phénomène en ICMs, on place ainsi un certain nombre de sources lumineuses (généralement
des leds) qui clignotent à des fréquences [118] (ou à des phases [70]) différentes. Si l’utilisa-
teur focalise son regard et/ou son attention sur une de ces sources, la réponse à la fréquence
(ou à la phase) correspondante augmente automatiquement. La détection de la réponse
prédominante nous indique l’identité de la source lumineuse que l’utilisateur regarde. En
associant une action au niveau d’un effecteur à chaque source lumineuse, l’utilisateur peut
déclencher la réalisation de l’action simplement en focalisant son attention sur une des
sources de stimulation.

Comme pour les potentiels évoqués brefs, il s’agit d’une tache de détection d’une réponse
attendue, mais cette fois non pas dans le domaine temporel mais dans le domaine fréquentiel.

Figure 2.10 – Domaine temporel/freq/spatial et caractéristiques utilisées pour la détection
des potentiels SSVEP. Analyse continue des signaux, sur les électrodes correspondant
au cortex visuel et aux fréquences de stimulation. La réponse attendue est une réponse
fréquentielle avec présence d’un pic à la fréquence de stimulation correspondant à la source
lumineuse que l’utilisateur regarde.
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2.3.3 Imagerie motrice et modulation cérébrale volontaire.

L’imagerie motrice et la modulation volontaire cérébrale constituent un principe de
génération d’activité spécifique très utilisé en ICM. Contrairement aux potentiels évoqués,
il n’y a pas de stimulation extérieure et c’est l’utilisateur qui, de son propre chef, génère
l’activité spécifique. Dans le cas de l’imagerie motrice, on utilise l’imagination du mouve-
ment d’un membre pour activer la zone corticale qui lui est dédiée [93]. Il est également
possible d’apprendre à l’utilisateur à contrôler l’activation d’une zone particulière ou d’une
bande fréquentielle particulière, on parle alors de modulation cérébrale volontaire.

On appelle ERD (Event Related Desynchronisation) et ERS (Event Related Synchro-
nisation) les signaux générés en réponse à ces tâches mentales. L’ERD se traduit par une
baisse de la puissance dans une bande fréquentielle et dans une certaine zone, témoins de
la désynchronisation d’un ensemble de neurones. L’ERS se traduit par une augmentation
de puissance dans une bande fréquentielle et dans une certaine zone, reflétant ainsi une
synchronisation du rythme oscillatoire d’un groupe de neurones [92].

Ce sont ces changements de puissance dans une bande spectrale particulière et spatiale-
ment localisés que l’on cherche à détecter dans ce type d’ICM. La figure 2.11 montre l’ERD
et l’ERS correspondant à un mouvement de la main gauche au niveau de l’électrode C4.

Figure 2.11 – Visulalisation de l’ERD et de l’ERS pour l’électrode C4 [49]. Carte
temps/fréquence à gauche. Évolution temporelle à droite.

Paradigmes semi-asynchrones

Pour chacune des actions que l’on souhaite réaliser, on associe une tâche mentale d’im-
agerie motrice, par exemple l’imagination du mouvement de la main droite est souvent
associée au déplacement d’un curseur vers la droite. L’expérience se déroule en enchâınant
des phases de repos, où l’utilisateur ne peut pas interagir avec l’ICM (le signal n’est pas
pris en compte) et des phases d’action (dont le début est marqué par un stimulus), où
l’utilisateur doit effectuer la tâche mentale correspondant à la commande qu’il souhaite en-
voyer à la machine. On parle d’interface semi-asynchrone pour désigner ce type d’interfaces.
En effet, contrairement aux ICM basées sur les potentiels évoqués, la tâche mentale n’est
pas induite par le stimulus mais est générée volontairement par l’utilisateur, cette dernière
est donc asynchrone avec la consigne. En revanche, l’utilisateur doit attendre la consigne
avant de pouvoir interagir avec la machine.

Un paradigme 6 couramment utilisé est celui du Graz BCI dont le schéma temporel est
donné figure 2.12. les essais de 6 secondes sont séparés par des périodes d’inactivité de
quelques secondes. Chaque essai débute par un avertissement sonore suivi de 2 secondes de
repos, au terme de ces 2 secondes, on donne la consigne à l’utilisateur pendant 1 seconde.

6. Contexte et ensemble de lois qui régissent le déroulement d’une expérience.
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Il dispose ensuite de 3 secondes pour réaliser sa tâche mentale. On parle généralement de
paradigme Cue-based (sans équivalent en français).

Figure 2.12 – Déroulement d’un essai pour un paradigme type du Graz BCI

Figure 2.13 – Domaine temporel/freq/spatial et caractéristiques utilisées pour la détection
pour une ICM de type Cue-based. On analyse les signaux sur une fenêtre temporelle après
la consigne, sur les électrodes correspondant au cortex sensorimoteur et pour les bandes
fréquentielles Alpha et Beta. Les caractéristiques de chaque tâche mentale sont observées à
travers la variance des signaux.

Paradigmes asynchrones (Brain Switch)

Dans le cas des ICMs asynchrones, l’utilisateur peut interagir avec l’interface en générant
à tout moment la tache mentale souhaitée. On retrouve également ce type d’ICM sous le
nom d’ICM Self-Paced. Généralement, les ICMs de ce type n’offrent la possibilité d’envoyer
qu’une seule commande binaire (commande On/Off), via une seule tâche mentale c’est
pourquoi on les appelle Brain switch [21].
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Ces ICMs représentent le cas typique d’interface destinée à une utilisation continue dans
la vie courante. On cherche ainsi à obtenir une commande, certes élémentaire, mais la plus
robuste possible. Ce type d’ICM utilise généralement des phénomènes physiologiques bien
définis, comme l’augmentation de puissance dans la bande fréquentielle Beta (rebond Beta)
suite à un mouvement imaginé du pied [94].

Figure 2.14 – Domaine temporel/freq/spatial et utilisées pour la détection pour une ICM
de type Self-paced. On analyse les signaux en continu, sur les électrodes correspondant aux
cortex sensorimoteur et pour les bandes fréquentielles Alpha et Beta. Les caractéristiques
de chaque tâche mentale sont observées à travers la variance des signaux.

Remarques sur les ICMs de type Cue-based et Self-paced. Ces deux types d’ICM
font intervenir l’utilisateur de façon plus active que pour les ICMs basées sur les potentiels
évoqués. C’est lui qui effectue volontairement les tâches mentales qui lui servent à envoyer
des commandes. Ainsi, l’utilisateur doit apprendre à réaliser correctement et de manière
reproductible ces tâches mentales. Les algorithmes doivent aussi apprendre à reconnâıtre
ces tâches mentales. L’apprentissage est donc réparti entre l’utilisateur et les algorithmes
(cf figure 2.15). On a donc une ICM plus longue à mettre en place mais qui offre une marge
de progression relativement importante. Plus elle sera utilisée, plus les performances seront
bonnes.

Figure 2.15 – Répartition de l’apprentissage entre l’utilisateur et l’algorithmie pour les
ICMs de type Cue-based et Self-paced.
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2.3.4 ICMs de type ”Wolpaw”

Ce type d’ICM très particulier est développé quasiment exclusivement par l’équipe du
professeur J.R. Wolpaw au Wadsworth center. Elles se caractérisent par une exploitation
maximale des capacités d’apprentissage de l’utilisateur (cf figure 2.16). Le traitement du
signal reste basique mais ce type d’ICM offrent de très belles performances. L’idée prin-
cipale est d’entrâıner l’utilisateur à contrôler chaque degré de liberté d’une ICM à partir
de la modulation d’une bande de fréquence au niveau d’un couple d’électrodes. Cet en-
trâınement est facilité par l’emploi d’une régression adaptative. Par exemple, dans le cadre
d’un contrôle de curseur en deux dimensions [128], on contrôle le mouvement vertical de
manière analogique par :

M = a(wLLα + wRRα + b)

où Lα est la puissance de la bande fréquentielle Alpha au niveau de l’électrode C3, Rα est
la puissance de la bande Alpha au dessus de l’électrode C4 et a, b, wL et wR sont des poids
que l’on ajuste par régression. De la même manière, le mouvement horizontal est contrôlé
par la bande fréquentielle Beta.

Ce type d’ICM demande un apprentissage très long, allant jusqu’à plusieurs mois pour
un contrôle en 3 dimensions [82] mais offre à l’utilisateur une commande analogique directe
et naturelle.

Figure 2.16 – Répartition de l’apprentissage entre l’utilisateur et l’algorithme pour les
ICMs de type ”Wolpaw”. La majorité de l’apprentissage est effectuée par l’utilisateur qui
doit s’entrâıner à moduler son activité cérébrale correctement pour contrôler l’ICM.

On notera également que ce principe a été appliqué au contrôle 2D à partir de signaux
ECoG [126] et a montré des résultats remarquables pour un temps d’apprentissage réduit
à quelques heures.

2.3.5 ICM Hybride

Une ICM Hybride est une ICM qui combine plusieurs types d’ICMs dans le but
d’augmenter la robustesse de l’interface ou bien sa performance. On couple généralement une
ICM synchrone de type potentiel évoqué avec une ICM asynchrone de type Self-paced [90].
On appelle aussi hybride une ICM couplée avec une autre modalité, par exemple à la
détection de mouvement ou au suivi oculaire. Un exemple typique d’ICM hybride est donné
dans [96]. Un Brain-Switch est couplé avec une ICM SSVEP dans le but de contrôler un
bras robot. Le Brain-Switch apporte la robustesse en permettant d’activer/désactiver le
SSVEP, ce dernier apportant un débit de commande plus important. Ainsi l’utilisateur qui
souhaite interagir avec le bras active le SSVEP grâce au Brain-Switch, fixe la LED désirée
pour envoyer la commande puis désactive le SSVEP via le Brain-Switch.

2.4 Stratégies de commande d’effecteurs

Après la détection de la réalisation de la tâche mentale, il est nécessaire de transformer
cette information en une commande destinée à l’effecteur. Mettre en place une stratégie
de commande, c’est définir un cadre qui va décrire la manière dont les ordres envoyés
par l’ICM seront interprétés par la machine. Outre la conversion en commande intelligible
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par l’effecteur, la stratégie de commande a comme principal but l’augmentation de la ro-
bustesse [99] et/ou du nombre de degrés de liberté [46]. Généralement, on peut considérer
toute étape de post-traitement, c’est-à-dire après l’étape de classification/détection de la
tâche mentale, comme faisant partie d’une stratégie de commande.

Soit ci la commande destiné à l’effecteur, on distingue principalement trois types de
stratégie de commande.

2.4.1 Commande élémentaire

Cette stratégie tient uniquement compte de la sortie yi de l’algorithme de détection des
tâches mentales et établit une relation directe entre cette dernière et la commande ci. On
adapte éventuellement la sortie pour qu’elle soit sous une forme adaptée à la commande de
l’effecteur. Soit g(.) une fonction quelconque, la commande s’écrit simplement :

ci = g(yi)

La majorité des systèmes utilise cette stratégie de commande. C’est le cas par exemple
pour [81] où la sortie de l’algorithme de détection est directement utilisée pour contrôler le
déplacement 2D d’un curseur, ou encore pour [57] où la détection des fréquences SSVEP
induit la composition d’un numéro de téléphone. Si cette stratégie est la plus simple, elle
montre ses limites rapidement au regard du faible nombre de degrés de liberté atteignable
en ICM ainsi que de la faible robustesse de ce dernier.

2.4.2 Commande à mémoire temporelle

Dans ce cas précis, la commande prend en considération les commandes des instants
précédents. On peut donc écrire : :

ci = g(yi, . . . , yi−n)

avec n le facteur de mémoire. Le but peut être l’augmentation du nombre de commandes
disponibles à partir d’un nombre limité de tâches mentales, en codant par exemple les com-
mandes en fonction des enchâınements temporels de tâches ou, si une seule tâche mentale
est disponible, le temps de maintien de cette tâche mentale. Ainsi l’algorithme de détection
reste le même mais la détection d’une des tâches n’induit pas la réalisation de la même
action. C’est le cas pour [86] où la commande de fermeture/ouverture d’une main artifi-
cielle est codée sur le maintien court d’une unique tâche mentale, alors que la commande
de flexion/extension du bras est codée sur un maintien long de la tâche mentale.

2.4.3 Commande partagée

On parle de commande partagée lorsque cette dernière est obtenue à la fois à partir de
yi mais aussi à partir d’un autre jeu de variables, indépendantes de yi, que l’on notera pour
l’occasion q. On a alors :

ci = g(yi,q)

q étant un ensemble de variables dépendantes du contexte dans lequel évolue l’ICM.
Par exemple, dans la réalisation d’une chaise roulante à commande partagée, q peut

émaner d’un système de détection d’obstacles [99]. La commande partagée permet dans ce
cas d’invalider ou de corriger des commandes envoyées par l’ICM si le système de détection
d’obstacles les juge potentiellement dangereuses et donc irréalisables. La commande est
donc partagée entre l’ICM et le système de détection d’obstacles. Le but de ce système est
d’augmenter la robustesse des commandes.
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2.4.4 À propos des stratégies de commandes

Ces différentes stratégies de commandes trouvent leurs origines dans les limitations des
ICMs EEG. La commande simple est le choix le plus naturel pour l’utilisateur puisqu’à
chaque tâche mentale correspond une action. Avec de l’entrâınement, l’utilisateur arrive à
associer rapidement l’action à la tâche mentale et cette dernière se réalise alors presque
inconsciemment. Cette approche montre ses limitations dès qu’il est question d’utiliser plus
de quatre actions différentes et ce, principalement à cause des limitations de l’EEG qui
possède une mauvaise résolution spatiale rendant ainsi les tâches mentales difficilement
discriminables entres elle.

De plus, certaines de ces stratégies évoluées ne sont pas très ergonomiques. Ainsi, il est
déstabilisant pour l’utilisateur qu’une même tâche mentale puisse donner lieu à plusieurs
actions différentes. Le processus d’association inconsciente tâche mentale/action est alors
difficilement réalisable voire impossible et l’utilisation de l’ICM requiert alors un degré élevé
de concentration.

La voie à suivre semble être celle du contrôle partagé tel qu’il peut être décrit dans [99].
On conserve le paradigme ”une tâche mentale = une action”, tout en délégant des respon-
sabilités à l’effecteur pour soulager l’utilisateur des tâches complexes et répétitives.

2.5 Couplage ICM et effecteur

Si le but de beaucoup d’ICM est le couplage avec un effecteur dans le monde réel, les
premières réalisations sont plutôt récentes (parmi les premières [84], en 2004). On distingue
principalement 3 types d’effecteurs utilisés en ICM : les fauteuils roulants et robots mobiles,
les bras robotisés et les applications domotiques.

2.5.1 Fauteuils roulants et robots mobiles

Les applications de contrôle de fauteuils roulants et de robots mobiles ont en commun
le fait que ces derniers évoluent tous dans un environnement 2D parsemé d’obstacles. Bien
que le but à atteindre soit commun, on dénote une grande diversité dans les stratégies pour
y parvenir.

Parmi les ICMs synchrones (basées sur les potentiels évoqués), on dénombre surtout des
commandes de fauteuils roulants [79, 56, 100, 105, 106]. Dans [105, 106], la commande est de
haut niveau : à travers une interface dédiée à un paradigme de type ICM P300, l’utilisateur
choisit un lieu parmi une liste. Le fauteuil roulant va alors se rendre dans le lieu sélectionné
(cuisine, salon, etc) de manière autonome. Dans [100] la commande est de bas niveau :
l’utilisateur choisit simplement (toujours via une ICM de type P300) la direction à prendre
parmi une liste de 8 directions. Dans [56], l’interface P300 est fusionnée avec un module de
réalité augmentée qui permet de sélectionner directement le lieu que l’on souhaite atteindre
dans l’environnement proche.

Parmi les ICMs asynchrones fondées sur l’imagerie motrice, on compte un certain nom-
bre de réalisations concernant des fauteuils roulants [99, 43, 83], mais aussi des comman-
des de robots mobiles [45, 46]. Parmi l’ensemble des réalisations de commande de fau-
teuil roulant, l’approche la plus prometteuse semble être la commande partagée [99]. On
utilise généralement 3 tâches mentales différentes pour ces ICMs, une pour chaque direc-
tion dans laquelle doit évoluer le fauteuil. La commande de robot mobile, quant à elle, est
généralement une étape intermédiaire à la réalisation de commande de fauteuil roulant. Elle
permet de tester des stratégies de commandes plus complexes [84].
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2.5.2 Bras robotisés

On dénombre également des réalisations concernant le contrôle de bras robotisés [77,
117, 36, 87]. Ce type d’effecteur offre un moyen d’interagir directement avec l’environnement
proche de l’utilisateur, en revanche la tâche reste plus complexe que la commande de fau-
teuils roulants car le nombre de degrés de liberté à contrôler est plus important. Il existe
principalement deux stratégies pour le contrôle de bras robotisé :

1. La première est dite de haut niveau : on ne commande pas directement le bras mais
plutôt les actions qu’il doit réaliser. Dans [117], l’utilisateur navigue dans une interface
d’ordinateur à l’aide d’une ICM SSVEP, et sélectionne la commande qu’il souhaite
voir réaliser parmi une liste de commandes préalablement enregistrés (attraper une
bouteille, servir un verre, etc).

2. La deuxième est une commande de bas niveau où on contrôle chaque degré de liberté
du bras robot. Dans [77], on actionne ainsi un bras robotisé en sélectionnant un à un
les degrés de liberté et les déplacements associés parmi une liste sur une IHM à l’aide
d’une ICM de type SSVEP.

Les commandes de haut niveau ont l’avantage d’être rapides à exécuter, en revanche l’util-
isateur ne contrôle pas réellement le bras ce qui limite les capacités d’interactions avec le
monde extérieur à une liste prédéfinie. Les commandes de bas niveau sont très éprouvantes
pour l’utilisateur et un temps important est nécessaire pour décomposer et commander un
mouvement, même simple.

2.5.3 Applications domotiques

Les applications domotiques sont encore peu fréquentes. En effet, les applications sont
en général tournées vers la restauration de la mobilité ou de la communication. Cependant,
certaines applications domotiques peuvent apporter une certaine forme d’autonomie (par
exemple changer la châıne de la télévision sans avoir besoin d’appeler une infirmière).

Les applications domotiques se tournent plus volontiers vers des ICMs de type syn-
chrones, car elles permettent un nombre de commandes plus étendu. On note ainsi le
contrôle d’une maison intelligente via une ICM de type P300 [54] ou encore un appareil
permettant de saisir un numéro de téléphone grâce à un clavier SSVEP [57].

2.6 Les challenges

D’un point de vue performance et nombre de degré de liberté, les ICMs EEG restent
plutôt limitées. Cette limitation est principalement due aux spécificités de l’EEG, à savoir
une faible quantité d’information utile et mesurable et une très grande sensibilité aux per-
turbations. Au niveau du traitement du signal, on observe une stagnation des performances
maximales. Les limites sont toutefois repoussées régulièrement [82], cependant ces avancées
sont souvent portées par un apprentissage plus long de la part de l’utilisateur (jusqu’à
plusieurs mois), tirant ainsi partie de la capacité d’adaptation de notre cerveau. En re-
vanche il reste deux points susceptibles d’être largement améliorés et pouvant déboucher
sur une acceptation plus grande des ICMs : l’ergonomie et la robustesse.

L’ergonomie est un paramètre important dans tout système ICM qui souhaite se démocratiser.
Il est nécessaire d’augmenter le confort du dispositif d’enregistrement de l’activité cérébrale.
Les systèmes actuels sont pour la plupart filaires, encombrants et contraignants. Ils restrei-
gnent les mouvements et induisent fatigue et lassitude pour l’utilisateur ce qui les rend peu
utilisables sur de longues périodes ou au quotidien. On note cependant un effort réel dans
le développement de casques de mesure EEG sans fil et ergonomique, étape indispensable si
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l’on souhaite développer une ICM à destination d’un public plus large. Le temps nécessaire
à la mise en place avant utilisation est aussi un point primordial. La pose des électrodes
est en général l’étape la plus consommatrice de temps. Ce temps varie énormément en
fonction du nombre d’électrodes à poser, il est donc important de réduire au maximum le
nombre d’électrodes sans trop perdre sur la quantité d’information utile que l’on mesure. Le
développement d’algorithmes de sélections d’électrodes d’intérêt est ainsi une étape souvent
indispensable. Dans la même optique, un système BCI se doit d’être doté d’une étape de
calibration la plus courte possible et doit pouvoir s’adapter aux changements en cours d’u-
tilisation (adaptatif). Il est également nécessaire de travailler sur la réduction de la fatigue
de l’utilisateur en utilisant des paradigmes et des interfaces adaptées et simples d’utilisation.
Enfin, l’utilisation de l’ICM doit être la plus simple possible et ne pas nécessiter l’interven-
tion d’un spécialiste. Ainsi les différents paramètres nécessaires au fonctionnement de l’ICM
doivent être réglés automatiquement, ou à défaut, à l’issue d’une procédure de calibration
simplifiée et unique.

La robustesse de l’ICM, c’est-à-dire sa capacité à conserver un comportement cohérent
même lorsque les signaux sont fortement perturbés, est une qualité indispensable en re-
gard de la forte variabilité de l’EEG. Une plus grande robustesse pourra être introduite
par l’utilisation de méthodes de traitement du signal prévues à cet effet. Une stratégie de
commande adaptée permet également d’améliorer la robustesse de l’ICM. Par ailleurs, les
ICMs hybrides semblent être une voie particulièrement intéressante pour l’augmentation de
la robustesse du système.
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Chapitre 3

Traitement du Signal pour les
ICMs EEG

Le chapitre précédent a présenté un état de l’art des ICMs en EEG. Ce chapitre abor-
dera les différentes méthodes de traitement du signal nécessaire à la réalisation de ces
ICMs. Nous nous restreindrons au cas particulier des ICMs basées sur l’imagerie motrice,
présentées paragraphe 2.3.3. Ce chapitre se décompose en deux sections, l’une abordant
les algorithmes de pré-traitement comme le filtrage spatial ainsi que l’extraction de car-
actéristiques, et la seconde portant sur les algorithmes de classification.

3.1 Introduction

Du point de vue du traitement du signal, la réalisation d’une ICM consiste à résoudre
un problème de détection d’une ou plusieurs activités mentales à partir des signaux EEG,
c’est-à-dire un problème de classification. Cette tâche de détection prend alors la forme
mathématique suivante. Soient Xi une portion de signal EEG et yi une variable discrète
représentant le type d’activité mentale réalisée pendant la portion de signal EEG, on cherche
une fonction f(.) telle que :

yi = f (Xi) (3.1)

La principale difficulté dans la réalisation d’une ICM est d’établir cette fonction f(.).
L’estimation de f se déroule en deux étapes :

1. Pré-traitement et extraction de caractéristiques : à partir des signaux bruts,
on applique un certain nombre de pré-traitements et on extrait des caractéristiques
dans le but de projeter les signaux dans un espace où les différentes classes pourront
être discriminées plus aisément. Ainsi en ICM, on applique généralement un filtrage
fréquentiel pour se restreindre aux bandes fréquentielles d’intérêt, puis un filtrage spa-
tial pour faire ressortir l’information en provenance de certaines zones. En imagerie
motrice, les caractéristiques qui représentent alors ces signaux sont généralement cal-
culées à partir de la variance de ces signaux pré-traités. Soit g(.) la fonction permettant
l’extraction de caractéristique, on a :

vi = g(Xi)

avec vi un vecteur de caractéristiques.

2. Classification : on applique ensuite sur ces caractéristiques un algorithme de classifi-
cation qui affectera à chaque réalisation une classe correspondant à une tâche mentale.
Soit h(.) la fonction de décision qui réalise la classification, on a :

yi = h(vi) = h ◦ g(Xi)

D’une manière générale, il y a un couplage entre ces deux étapes. Plus l’algorithme de
classification sera simple, plus l’étape de pré-traitement et d’extraction des caractéristiques

39
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sera complexe, et inversement. Ainsi, si on souhaite utiliser un classifieur linéaire, de type
FLDA (analyse discriminante de Fisher) ou SVM linéaire (séparateur à vaste marge), l’étape
de pré-traitement devra présenter au classifieur les données dans un espace où elles seront
linéairement séparables. De la même manière, si on utilise un classifieur non linéaire comme
les réseaux de neurones, les pré-traitements pourront êtres plus simples car le classifieur
sera apte à trouver une fonction complexe permettant de discriminer les différentes classes.

La communauté travaillant sur les ICMs est très active dans le développement et l’ap-
plication de méthodes d’apprentissage automatique (machine learning). Un nombre très
important de techniques de classification et d’extraction de caractéristiques a déjà été ap-
pliqué au domaine, avec plus ou moins de succès. Ainsi, l’article de synthèse [74] recense
pas moins d’une vingtaine d’algorithmes de classification couramment utilisés.

3.2 Pré-traitement et extraction de caractéristiques

Les tâches mentales d’imagerie motrice sont principalement caractérisées en fréquence et
dans l’espace. Ainsi l’étape de pré-traitement et d’extraction de caractéristiques s’attachera
principalement à effectuer des opérations dans ces deux domaines afin de réduire les signaux
EEG à des caractéristiques pertinentes.

3.2.1 Filtrage fréquentiel

Les principales bandes de fréquence impliquées dans les tâches d’imagerie motrice sont
la bande Alpha (8-12 Hz) et la bande Beta (18-24 Hz). Il est alors naturel de filtrer par un
filtre passe-bande les signaux EEG dans le but de se restreindre à l’une de ces deux bandes
d’intérêt ou à une bande plus générale entre 8 et 30 Hz [75, 50]. Ce filtrage passe-bande
permet également de s’affranchir d’une part importante des artefacts dûs au clignement des
paupières ainsi que du bruit 50 Hz.

Les bandes de fréquence impliquées peuvent varier légèrement en fonction des sujets
et [19] propose de sélectionner par sujet la bande de fréquence d’intérêt par l’intermédiaire
d’un algorithme d’optimisation.

L’analyse temps/fréquence est également couramment utilisée en EEG pour mettre en
évidence et visualiser les ERD/ERS (voir section 2.3.3).

3.2.2 Filtrage spatial

On parle de filtrage spatial pour toute technique utilisant les propriétés spatiales d’un
ensemble de signaux dans le but d’en réhausser des caractéristiques. En particulier, on parle
de filtrage spatial linéaire quand le signal filtré est produit par combinaison linéaire des
différents signaux mesurés. On note z(t) la valeur du signal filtré spatialement à un instant
t par le filtre w = [w1 . . . wc . . . wC ]

T ∈ RC×1 :

z(t) =

C�

c=1

wcxc(t) = wTx(t) (3.2)

avec xc(t) la valeur de l’échantillon temporel à l’instant t issu de l’électrode c ∈ {1 : C}. Le
choix de w peut être défini à l’avance (filtrage de type bipolaire ou laplacien) ou en fonction
des propriétés statistiques des signaux. Ainsi on peut calculer les coefficients des filtres par
une analyse en composantes principales (PCA) ou indépendantes (ICA), principalement
dans le but d’extraire et de supprimer les sources d’artéfacts [60]. Dans le cadre des ICMs
basées sur l’imagerie motrice, le filtrage spatial le plus couramment utilisé est le filtrage
par CSP (Common Spatial Pattern) [19]. C’est une méthode qui fait aujourd’hui office de
référence.
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3.2.3 Filtrage spatial par Common Spatial Pattern

La méthode CSP est construite pour les problématiques à deux classes : la CSP cherche
à calculer des filtres spatiaux maximisant la variance du signal dans une condition
tout en minimisant la variance du signal dans l’autre condition. Historiquement,
cette technique de filtrage spatial est dérivée d’une méthode statistique introduite par K.
Fukunaga [41] et a été ensuite utilisée pour le traitement des signaux EEG [65]. Elle s’est
ensuite largement popularisée dans le domaine des ICMs grâce à H. Ramoser et J. Müller-
Gerking [104]. L’approche historique de la CSP est présentée en annexe B.1. Nous avons
choisi de présenter la CSP sous la forme d’un problème d’optimisation.

Problème d’optimisation

On note respectivement σ
(1)
z et σ

(2)
z l’écart type du signal filtré pour la classe 1 et pour

la classe 2. Le critère de la CSP s’exprime alors sous la forme suivante 1 :

max

�
σ
(1)
z

σ
(2)
z

�2

(3.3)

Soit Σi ∈ RC×C la matrice de covariance estimée sur l’essai Xi de classe yi ∈ {1, 2}. On
calcule tout d’abord les matrices de covariance moyenne 2 par classe :

Σ(k) =
1

|I(k)|
�

i∈I(k)

Σi, k = 1, 2 (3.4)

avec I(k) les indices des essais de classe k. La variance temporelle du signal filtré dans
une classe donnée s’obtient d’après équation (3.2) :

[σ(k)
z ]2 = wTΣ(k)w (3.5)

A partir des équations (3.3) et (3.5) le critère CSP à maximiser est donné par :

JCSP (w) =
wTΣ(1)w

wTΣ(2)w
(3.6)

Les solutions maximisant ce critère sont donc données par la résolution du problème suivant :

wl = argmax
w

JCSP (w) = argmax
w

wTΣ(1)w

wTΣ(2)w
(3.7)

On reconnâıt alors un quotient de Rayleigh généralisé. L’ensemble de solutions possibles au
quotient de Rayleigh ainsi formé satisfait l’équation suivante :

Σ(1)wl = λlΣ
(2)wl (3.8)

avec λl = JCSP (wl) un scalaire et avec wl un vecteur propre de la matrice
�
Σ(1)

�−1
Σ(2).

On dispose donc d’un total de C solutions, le maximum global étant atteint pour la valeur
λl maximale, les autres solutions étant des maximas locaux. Étant donné que les wl peuvent
être définis à une constante multiplicative près, on peut fixer wT

l

�
Σ(1) +Σ(2)

�
wl = 1 pour

forcer l’unicité de la solution.

1. On pourra également considérer une minimisation de manière équivalente.
2. Dans le cas présent, c’est la moyenne arithmétique qui est utilisée ; Nous verrons par la suite d’autres

manières de calculer la matrice moyenne d’un ensemble de matrices de covariance.
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Finalement ce problème peut se reformuler sous la forme d’une diagonalisation jointe
non-orthogonale sous contrainte d’unicité :





WTΣ(1)W = D(1)

WTΣ(2)W = D(2)

s.c. D(1) +D(2) = IC

(3.9)

avec D(k) = diag({λ(k)
l }) une matrice diagonale de taille C associée à la classe k, λ

(k)
c un

élément de cette matrice diagonale et W = [w1 . . .wl . . .wC ] la matrice C × C dont les

vecteurs colonnes sont les C filtres spatiaux. On remarquera que J(wl) = λl =
λ
(1)
l

λ
(2)
l

=
λ
(1)
l

1−λ
(1)
l

.

Choix des filtres. On dispose d’une matrice W composée de C filtres spatiaux wl et
on cherche généralement à en conserver un nombre réduit L < C (typiquement 6) afin de
réduire la dimension du problème. Pour sélectionner les filtres offrant les meilleurs perfor-
mances, on se fondera sur l’observation suivante : la variance du signal filtré spatialement

par le filtre wl pour la condition (1) a pour valeur moyenne λ
(1)
l . On conservera donc les

filtres dont les valeurs propres correspondantes sont maximales (ou minimales). Il est alors
d’usage de sélectionner les filtres par paire, chaque paire correspondant aux deux valeurs

extrêmes des λ
(1)
l . De manière alternative, on peut trier les filtres en fonction de la valeur

|λ(1)
l − 0.5|, et conserver les L premiers. En effet, un filtre dont la valeur propre est égale à

0.5 pour la classe 1, implique une similarité de variance en moyenne quelle que soit la classe

observée (λ
(1)
l = λ

(2)
l ).

Effet des filtres spatiaux sur les signaux. La figure 3.1 illustre l’effet d’un filtrage
spatial par CSP sur les signaux EEG. On distingue clairement une augmentation et une
diminution de la variance du signal en fonction de la classe.

0 10 20 30 40 50 60 70
Temps (s)

x(t)

y(t)

z(t)

Figure 3.1 – Effet du filtrage spatial par CSP sur les signaux EEG. De haut en bas : Les
signaux EEG originaux x(t), la classe des signaux y(t) et un signal filtré z(t).

Effet des filtres spatiaux sur les matrices de covariance intra-classes. Pour un
problème à deux dimensions et en observant les ellipses représentant les matrices de covari-
ance moyennes par classe on obtient les résultats présentés figure 3.2. La diagonalisation
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Figure 3.2 – Ellipses représentant les matrices de covariance moyenne par classe avant
filtrage par CSP (à gauche) et après filtrage par CSP (à droite)

jointe a donc pour effet de rendre orthogonales les composantes principales des signaux de
chaque classe. La contrainte d’unicité impose une dispersion faible pour une classe sur un
des axes et forte pour l’autre.

Séparation de sources

De manière plus générale, le filtrage spatial par CSP peut également être vu comme
une méthode de séparation de sources non-stationnaires. On fait ainsi l’hypothèse que le
signal x(t) est généré par un mélange instantané de sources indépendantes et non-
stationnaires s(t) avec la loi de mélange suivante :

x(t) = As(t) (3.10)

Les sources s(t) suivent des lois normales centrées multivariées N (0,D(k)) avec D(k) une
matrice diagonale différente en fonction des états des sources. Il est montré dans [98] que
la séparation peut être obtenue par diagonalisation jointe des matrices de covariance Σ(k)

des différents états des sources (après mélange) et le modèle génératif A peut être estimé
au sens du maximum de vraisemblance par A = (WT )−1 avec W un ensemble de filtres
spatiaux obtenus par cette diagonalisation jointe.

Dans notre cas, on considère alors des sources non-stationnaires, pouvant prendre deux
état différents (k ∈ {1, 2}) en fonction du type de tâche mentale réalisée. Alors le filtrage
spatial qui permet de remonter aux signaux des sources peut être obtenu par diagonalisation
jointe des matrices de covariances spécifiques à chaque classe. On retombe donc sur un
problème de diagonalisation jointe identique à celui exprimé dans la CSP. Ce principe a
également été utilisé dans [48] pour généraliser la CSP à une problématique multi-classe.

Caractéristiques spatiales

On appelle caractéristiques spatiales (ou spatial pattern [19]) les vecteurs colonnes al
de la matrice A = (WT )−1. Les coefficients de ces vecteurs représentent les contributions
de chacune des sources. L’observation de ces caractéristiques et la comparaison avec la
localisation des zones activées par les tâches mentales représente un bon moyen de contrôle
sur la qualité finale de la CSP. Par la même occasion, on visualise les coefficients des filtres
spatiaux wl. La figure 3.3 montre un filtre spatial et une caractéristique spatiale obtenus
après application de l’algorithme de CSP.
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( a ) ( b )

Figure 3.3 – Filtre spatial (a) et caractéristique spatiale (b) dans le cas d’un mouvement
imaginé de la main gauche. (a) représente la vue topographique des coefficients du filtre wl

associés à chaque électrode. Il en est de même pour (b) avec les valeurs de la caractéristique
spatiale al. Les deux mouvements à discriminer sont un mouvement de la main gauche et
un mouvement du pied. Ici on voit clairement que la zone d’intérêt se trouve au niveau de
la zone du cortex sensori-moteur réservé à la main, du coté de l’hémisphère droit ce qui est
en accord avec le fonctionnement controlatéral du cerveau.

Avantages et inconvénients.

Outre ses performances et sa simplicité, le filtrage spatial par CSP permet de réduire
efficacement la dimension de l’espace des caractéristiques. En effet, sa résolution fournit
intrinsèquement un critère pour trier les filtres par ordre d’efficacité à partir des valeurs
propres. Ce résultat permet donc de faciliter la procédure de sélection de variables d’intérêt,
et par la même occasion, de réduire la dimension de l’espace dans lequel on effectue la
classification. En revanche, cette méthode possède deux inconvénients majeurs :

Faible robustesse. La technique de filtrage par CSP n’est pas robuste face aux arte-
facts [75]. Deux causes peuvent être identifiées. La première réside dans l’estimation des
matrices de covariance, qui sont estimées généralement par des méthodes sensibles aux
artefacts. On utilisera alors des techniques d’estimation robuste des matrices de covari-
ance [130, 2, 124]. La deuxième source de non robustesse est purement mathématique
et réside dans la résolution du problème initial de la CSP, donné en équation (3.7). En
particulier quand la dimension des matrices est importante, l’inversion et la diagonalisa-
tion des matrices de covariance intra-classe peut conduire à des résultats aberrants ou ne
correspondant pas avec la réalité spatiale du montage d’électrodes (forte variation de co-
efficients pour des électrodes proches). Ce type de problème est généralement traité par
des méthodes de régularisation [75]. Les différentes techniques employées pour résoudre ces
deux problématiques sont détaillées en annexe B.2.

Extension Multi-classe délicate. La CSP est construite à partir d’une problématique
à deux classes. En revanche, son extension à plusieurs classes n’est pas nécessairement
évidente. Une des solutions est de considérer tous les couples de classes séparément, et de
combiner ensuite les caractéristiques ainsi obtenues. Cette solution est peu satisfaisante car
elle augmente la dimension de l’espace des caractéristiques et ne considère pas les liens qui
lient les classes dans leur ensemble.
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3.2.4 CSP multi-classe

Approche directe.

Cette approche généralise directement la CSP au cas multi-classe. On distingue deux
méthodes se fondant sur ce principe :

– 1 contre le reste : On considère une classe par rapport à l’ensemble des autres
classes réunies. Si on dispose de K > 2 classes, on se rapporte alors à K problèmes
de CSP binaire.

– 1 contre 1 : On considère chaque paire de classe individuellement. On a donc K(K−1)
2

problèmes de CSP binaire.
On peut alors traiter l’ensemble des problèmes parallèlement et prendre une décision

sur les résultats de la classification, par exemple par vote des différents classifieurs. On peut
également concaténer les caractéristiques obtenues sur l’ensemble des problèmes binaires,
réduire ce nouvel espace par une LDA [30] (cf section 3.3.2) et appliquer une classification
multi-classe.

Diagonalisation jointe.

Les solutions précédentes fonctionnent mais ne considèrent pas l’ensemble des classes
dans leur globalité. Dans [30], une extension de la CSP binaire a été proposée. De manière
analogue au cas binaire, les filtres spatiaux sont obtenus par diagonalisation jointe de
l’ensemble des K matrices de covariance intra-classe, ce qui correspond à la résolution
d’un problème de séparation de sources non stationnaires [48]. On applique également une
contrainte forçant la somme des matrices diagonales à être égale à la matrice identité pour
des raisons d’unicité de la solution.

WTΣ(k)W = D(k) s.c.

K�

k=1

D(k) = IC (3.11)

On remarquera que pour K = 2, on se ramène bien au cas de la CSP binaire. Lorsque
K > 2, l’existence d’une matrice W qui diagonalise parfaitement l’ensemble des matrices
n’est plus assurée. On parle alors de diagonalisation jointe approchée car on recherche alors
la matrice W qui diagonalise au mieux les matrices au sens d’un certain critère, par exemple
la somme des carrés des termes non-diagonaux. Dans [50], c’est l’algorithme JAD [97] qui
est utilisé pour cette diagonalisation jointe approchée.

Sélection des filtres. Contrairement au cas binaire, cette extension ne nous fournit pas
de moyen simple de trier les filtres spatiaux [30]. Ce point est pourtant critique, car la
majorité des filtres spatiaux est inutile pour la discrimination des différents états mentaux.
Il est possible de chercher a posteriori les meilleurs filtres spatiaux après extraction des
caractéristiques, par exemple avec un t-test. Bien qu’efficace, cette méthode a un fort coût
calculatoire. Dans [30], une méthode de sélection est proposée à partir des valeurs propres

calculées. On note D(k) = diag({λ(k)
l }) la matrice obtenue après diagonalisation de Σ(k),

les valeurs propres sont d’abord normalisées :

λ̃(k)
c = max


λ(k)

c ,
1

1 + (K−1)2λ
(k)
c

1−λ
(k)
c


 (3.12)

Comme dans le cas de la CSP binaire, ce sont les valeurs extrêmes (grandes ou petites)
qui définissent le pouvoir discriminant du filtre. L’heuristique (3.12) découle du fait que
deux valeurs différentes peuvent représenter un filtre au même pouvoir discriminant si le
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rapport à la moyenne des valeurs propres des autres classes est multiplicativement inverse,
c’est-à-dire :

λ̃
(k)
c

λ̃∗
c

=
λ∗
c

λ
(k)
c

(3.13)

avec λ∗
c =

�K
i�=k λ

(i)
c = 1− λ

(k)
c .

Une fois les λ̃
(k)
c obtenus, un tri descendant est effectué et on conserve les L premiers

éléments de chaque classe. Cette approche, si elle fonctionne relativement bien en pra-
tique, n’est pas fondée théoriquement et effectue une sélection assez approximative des
filtres. Pour remédier à ce problème, une seconde approche plus rigoureuse a été développée
dans [50]. Elle se fonde sur une estimation de l’information mutuelle entre les signaux
filtrés spatialement et leurs classes. Cette estimation est approchée par la formule suivante,
sous l’hypothèse que les signaux filtrés soient de variance unitaire et qu’ils suivent des lois
gaussiennes :

I
�
y(t),wTx(t)

�
≈ −

K�

k=1

log
�
wTΣ(k)w − 3

16

�
1

K

K�

k=1

��
wTΣ(k)w

�2

− 1

��2

(3.14)

On sélectionne ainsi les L filtres qui maximisent l’approximation de l’information mutuelle.

3.2.5 Filtrage spatio-fréquentiel

Le filtrage spatial CSP s’applique à des signaux préalablement filtrés fréquentiellement.
Ce sont généralement des filtres passe-bande qui sont appliqués, dont les fréquences de
coupure sont soit fixées arbitrairement, par exemple entre 8 et 30 Hz pour englober les
bandes Alpha et Beta, soit obtenues par sélection spécifique à chaque utilisateur suivant
un algorithme particulier, par exemple une procédure itérative cherchant à maximiser un
score [19].

Dans le cadre de l’imagerie motrice, il est connu que les tâches mentales induisent des
changements dans l’activité cérébrale à la fois dans le domaine fréquentiel et dans le do-
maine spatial. Ainsi, l’approche consistant à apprendre ou à optimiser les filtres fréquentiels
indépendamment des filtres spatiaux ne semble pas optimale, les deux tâches étant forte-
ment liées.

Dans [71], une telle approche est présentée sous le nom de CSSP (Common Spatio-
Spectral Pattern). Pour cela, on considérera un filtrage prenant la forme suivante :

z(t) = wT
0 x(t) +wT

τ x(t+ τ) (3.15)

avec τ ∈ N+. En introduisant une version décalée temporellement du signal, ce filtrage
revient à appliquer sur chaque électrode un filtre à réponse FIR de taille τ + 1 avec deux
coefficients non-nuls. Le couple de filtres spatiaux (w0,wτ ) définit alors conjointement le
filtrage fréquentiel qui sera appliqué sur chaque électrode.

La résolution de ce problème est identique à la CSP usuelle puisqu’il suffit de concaténer
les signaux originaux avec les signaux retardés dans le temps. Soit x̃(t) ∈ R2C×1 le signal
ainsi obtenu on a :

x̃(t) =

�
x(t)

x(t+ τ)

�
(3.16)

En appliquant une CSP sur x̃(t), on obtiendra un ensemble de filtres spatiaux W̃, qu’il
suffit de séparer en deux parties pour obtenir les deux filtres donnés en équation (3.15).
Soit w̃ = [w̃1 . . . w̃2C ]

T un des filtres spatiaux obtenus par CSP sur x̃(t) on aura :

w0 = [w̃1 . . . w̃C ]
T

wτ = [w̃C+1 . . . w̃2C ]
T
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On pourra également expliciter la valeur des coefficients des filtres FIR appliqués à
chaque électrode, même si en pratique cela n’est pas nécessaire car ce filtrage est implicite-
ment réalisé en utilisant l’equation (3.15). Soit hc ∈ Rτ+1 la réponse impulsionnelle du filtre
pour la cième électrode, on obtient :

hc = [
w0,c

γc
, 0, . . . , 0,

wτ,c

γc
] (3.17)

où w0,c et wτ,c sont les cièmes coefficients de w0 et wτ , respectivement, et γc est un
coefficient tel que :

γc =

�
w2

0,c + w2
τ,c

sign(w0,c)
(3.18)

Cette approche permet donc d’extraire conjointement des filtres spatiaux et fréquentiels,
et permet également de les visualiser de manière à faciliter l’interprétation des résultats.
En revanche, on notera l’augmentation de la taille des matrices de covariance à estimer,
ce qui pose problème lorsque le nombre d’électrodes est élevé. On a également l’ajout
d’un paramètre τ qu’il faut optimiser. Dans [71], cette optimisation est faite à l’aide d’une
procédure de validation croisée.

Plus fondamentalement, le filtrage spatial comme le filtrage fréquentiel (par filtre FIR)
sont des opérations linéaires sur les signaux. C’est ainsi que la CSSP se ramène aisément
à un problème de CSP classique en jouant sur la représentation des données. Partant de
ce principe, [33] propose de fusionner à la fois le filtrage fréquentiel, le filtrage spatial et la
classification en une seule fonction.

On notera également une autre approche, nommée Filtrer Bank CSP [3], consistant
à découper le signal en plusieurs bandes de fréquences par l’intermédiaire d’un banc de
filtres, et à effectuer ensuite un filtrage spatial par CSP sur chacune de ces bandes pour
enfin fusionner les caractéristiques fréquentielles ainsi obtenues.

3.2.6 Extraction de caractéristiques

Après un filtrage spatial par CSP (ou une variante), il est généralement d’usage d’utiliser
comme caractéristique le logarithme de la variance du signal filtré [19]. Soit vi ∈ RL×1 le
vecteur de caractéristiques pour l’essai d’indice i, on a :

vi = log (var(zi)) = log
�
diag

�
WTΣiW

��
(3.19)

avec W ∈ RC×L une matrice dont les vecteurs colonnes sont les L filtres spatiaux obtenus
par CSP et sélectionnés en fonction de leur pouvoir discriminant.

La variance est un choix naturel pour réaliser une classification dans le cadre des ICMs
fondées sur l’imagerie motrice. En effet une tâche d’imagerie motrice se caractérise par des
changements de puissance dans des bandes fréquentielles particulières. La variance d’un
signal représentant également sa puissance, cette dernière est donc apte à caractériser les
évolutions induites par les tâches d’imagerie motrice. De plus, le filtrage spatial par CSP
optimise également un rapport de variances dans le but de faciliter la discrimination de
deux classes.

En considérant que les signaux filtrés spatialement suivent des lois normales (car issus de
combinaisons linéaires de vecteurs suivant des lois normales), les variances des signaux filtrés
spatialement suivent alors des lois du χ2. Or, une grande partie des algorithmes de clas-
sification, ou de traitement visant à réduire la dimension de l’espace des caractéristiques,
est généralement fondée sur le fait que les données sont distribuées suivant des lois nor-
males. En particulier quand il est nécessaire d’estimer des paramètres statistiques tel que
l’espérance ou la covariance des données. La loi du χ2 n’est pas particulièrement aisée à
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manipuler, l’utilisation de la variance n’est donc pas le meilleur choix que l’on puisse faire
pour appliquer une classification.

En revanche, il peut être prouvé qu’une loi du χ2 peut être raisonnablement approximée
par une loi log-normale [58]. Ainsi, le logarithme de la variance se rapprochera d’une loi
normale et les caractéristiques obtenues pourront être traitées par les algorithmes de l’état
de l’art sans que cela ne pose de problèmes.

La figure 3.4 présente la distribution de la variance et de la log-variance d’un sig-
nal obtenu par filtrage spatial pour une classe. Pour la variance, une loi log-normale est
présentée en superposition. On remarque ainsi que cette distribution est en accord avec la
loi log-normale. De la même manière, pour la log-variance, une loi normale est présentée en
superposition de la distribution. En dépit des variations observées dans cet exemple, cette
approximation est plus juste que celle qui serait faite par l’utilisation de la variance seule
(sans passage au logarithme).
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Figure 3.4 – Distribution de la variance (à gauche) et de la log-variance (à droite) pour
les signaux filtrés par le filtre CSP le plus discriminant.

Lien avec la CSP : Il est intéressant de remarquer que le centre µ(k) d’une classe
dans l’espace des caractéristiques log-variance peut s’exprimer en fonction de la moyenne
géométrique des variances des signaux filtrés. Dans ce qui suit, on considèrera, sans perte
de généralité, que les signaux sont filtrés par un unique filtre spatial. On omettra ainsi,
pour des raisons de lisibilité, l’indice l du filtre utilisé :

µ(k) =
1

|I(k)|
�

i∈I(k)

vi =
1

|I(k)|
�

i∈I(k)

log(σ2
i ) = log


 |I(k)|

� �

i∈I(k)

σ2
i


 = logmg (3.20)

avecmg la moyenne géométrique. De plus, pour une distribution log-normale, la moyenne
géométrique est reliée à la moyenne arithmétique par l’équation suivante :

mg = mae
− 1

2σ
2
v (3.21)

avec ma la moyenne arithmétique et σ2
v la variance des caractéristiques vi.

Finalement, le centre de la classe k dans l’espace des caractéristiques est relié à la matrice
de covariance intra-classe des signaux EEG par :

µ(k) = log
�
wTΣ(k)we−

1
2σ

(k)
v

2
�

(3.22)

La distance entre les centres des deux classes s’exprime ainsi par :

|µ(1) − µ(2)| =
�����log

�
wTΣ(1)we−

1
2σ

(1)
v

2
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J(w)e

− 1
2

�
σ(1)
v

2−σ(2)
v

2
������ (3.23)
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La distance entre les centres des classes dans l’espace des caractéristiques est donc reliée
à la valeur du critère d’équation (3.7) que l’on optimise en CSP. Plus particulièrement, la
valeur propre associée à chaque filtre étant égale à J(w), on aura :

|µ(1) − µ(2)| = | log (λ)− 1

2

�
[σ(1)

v ]2 − [σ(2)
v ]2

�
| (3.24)

En supposant que les variances des deux classes sont sensiblement égales, on pourra
alors voir que le logarithme de la valeur propre de chaque filtre quantifie la distance entre
les centres des deux classes (pour un filtre donné) :

|µ(1) − µ(2)| ≈ | log (λ) | (3.25)

Plus la distance entre les centres des deux classes est grande (si toutefois la variance
est constante), plus il sera aisé de les discriminer. Ainsi la valeur propre associée à chaque
filtre permet bien de quantifier le pouvoir discriminatif des filtres. De plus, on remarque
également que les valeurs faibles ou fortes de λ maximisent cette distance, d’où le choix de
sélectionner les filtres dont les valeurs propres sont proches de zéro ou très grandes.

La figure 3.5 présente les distributions pour les deux classes après filtrage spatial par le
filtre le plus discriminant. Les traits pointillés représentent l’estimation des moyennes des
caractéristiques de chaque classe. Les distributions n’étant pas parfaitement gaussiennes,
l’estimation des moyennes ne cöıncide pas avec le maximum de la distribution. Dans cet
exemple, la distance entre les deux centres |µ(1) − µ(2)| = 1.75 et le logarithme de la valeur
propre associée au filtre log(λ) = 1.78. On remarque que l’approximation donnée équation
(3.25) se vérifie plutôt bien.
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Figure 3.5 – Distribution de la log-variance pour les deux classes. La distance entre les
moyennes est approximativement égale au logarithme de la valeur propre associée au filtre
spatial appliqué sur les signaux.

Utilisé dans ce contexte (caractéristiques de type log-variance) le filtrage spatial par
CSP cherche donc à optimiser la distance entre les moyennes de chaque classe, ce qui est
sous-optimal car la dispersion des classes n’est pas prise en compte.

3.3 Classification

La section précédente a présenté des techniques de pré-traitement et d’extraction de car-
actéristiques. Ces caractéristiques représentent de manière pertinente les signaux EEG. A
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partir de ces caractéristiques, une règle de décision sera estimée et permettra de classer les
signaux EEG en fonction de leur appartenance à une classe e.g. la tâche mentale d’imagi-
nation motrice. Nous verrons dans cette section les principales approches utilisées en ICM
pour réaliser cette classification.

3.3.1 Introduction

Principe : A partir des caractéristiques extraites à l’étape précédente on souhaite ef-
fectuer une classification, c’est-à-dire estimer une fonction qui pourra déterminer l’ap-
partenance d’une réalisation à une classe particulière. Soit h(.) une telle fonction, vi un
vecteur de caractéristiques d’indice i et yi sa classe, on aura :

ŷi = h(vi) (3.26)

où ŷi est l’estimation de la classe de vi.

Apprentissage et classification : Afin d’estimer la fonction h(.) on dispose généralement
d’une base d’apprentissage, c’est-à-dire d’un ensemble de vecteurs de caractéristiques de
chaque classe. Lorsque la classe associée à chacune de ces réalisations de la base d’appren-
tissage est connue, on dit que la classification est supervisée. Si on ne dispose pas de
ces informations, la classification est dite non-supervisée. Dans ce cas, il est nécessaire
d’effectuer une étape de partitionnement qui affectera à chaque réalisation une classe en
fonction de la manière dont les données sont réparties dans l’espace des caractéristiques.
La classification non-supervisée est rarement utilisée pour les ICMs car elle ne permet pas
d’atteindre des performances satisfaisantes.

Le processus de classification supervisée comporte deux étapes.

1. Apprentissage : A partir d’une base d’apprentissage, c’est-à-dire d’une ensemble de
couples réalisation/classe {(v1, y1), · · · , (vi, yi), · · · , (vI , yI)} on va chercher à estimer
la fonction h(.) qui permettra d’associer au mieux chacune des réalisations à sa classe
respective. Cet apprentissage est généralement guidé par la minimisation d’un critère
�(ŷi, yi) témoignant de la justesse de la classe estimée. Ainsi, il est courant de chercher
à minimiser l’erreur au sens des moindres carrés :

h = argmin
h

�

i

[yi − h(vi)]
2

2. Classification :Une fois h(.) estimée, on applique l’équation (3.26) à chaque réalisation
de classe inconnue pour en déterminer la classe.

Ce processus est schématisé par la Figure 3.6

Sur-apprentissage : L’utilisation de la classification supervisée expose au risque de sur-
apprentissage, c’est-à-dire qu’il est possible que la fonction de classification obtenue à partir
de la base d’apprentissage ne soit pas généralisable à des données n’appartenant pas à
cette base d’apprentissage. C’est généralement le cas lorsque la dimension de l’espace de
caractéristiques où le nombre de paramètres du classifieur sont proches ou supérieurs au
nombre de réalisations disponibles dans la base d’apprentissage. On utilise généralement une
procédure de validation croisée (cf. section 3.3.5) pour contrôler si le classifieur obtenu
après apprentissage est généralisable.

3.3.2 Analyse Discriminante Linéaire de Fisher (FLDA)

La FLDA est une méthode d’analyse discriminante qui permet avant tout de trouver
des composantes qui maximisent la séparabilité des classes au sens du critère de Fisher. La
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Figure 3.6 – Processus de classification. A partir des signaux EEG bruts, on extrait des
caractéristiques qui représenteront les signaux de manière pertinente. Une fonction de
décision h(.) est estimée à partir de ces caractéristiques et permet de découvrir la classe
d’une portion de signal de classe inconnue.

FLDA permet de réduire l’espace des caractéristiques par projection sur ces composantes
et ainsi conserver uniquement l’information utile à la séparation des classes. Suite à cette
projection, il est nécessaire d’appliquer un classifieur afin de prendre la décision sur la
réalisation que l’on souhaite classer.

Calcul du projecteur (cas binaire) : Le calcul du projecteur se fait suivant le critère de
Fisher, qui cherche à maximiser la distance entre les centres des 2 classes tout en minimisant
la dispersion des données après projection. La figure 3.7 illustre ce critère.

Soient µ(1) et µ(2) les centres des classes après projection, soient σ(1) et σ(2) les écarts
type des classes après projection, le critère de Fischer s’exprime sous la forme suivante :

JF =
(µ(1) − µ(2))2

σ(1)2 + σ(2)2
(3.27)

Ce critère peut alors être explicité en fonction du projecteur w :

JF (w) =
w(µ

(1)
v − µ

(2)
v )(µ

(1)
v − µ

(2)
v )TwT

w(Σ
(1)
v +Σ

(2)
v )wT

(3.28)

où µ
(k)
v et Σ

(k)
v sont le vecteur moyenne et la matrice de covariance des caractéristiques

pour la classe k. On introduit alors la matrice Sb, nommée between class scatter matrix, tel
que :

Sb = (µ(1)
v − µ(2)

v )(µ(1)
v − µ(2)

v )T (3.29)

et la matrice Sw, nommée within class scatter matrix, tel que :

Sw = Σ(1)
v +Σ(2)

v (3.30)
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Figure 3.7 – Classification par LDA. Les deux classes sont représentées par les ellipsöıdes.
On cherche le projecteur w qui maximise l’écart entre les centres tout en minimisant la
dispersion.

Alors le critère 3 d’optimisation guidant le calcul du projecteur prend la forme suivante :

JF (w) =
wSbw

T

wSwwT
(3.31)

On retrouve ici un quotient de Rayleigh généralisé, dont la solution est obtenue par
diagonalisation jointe de Sb et Sw. La matrice Sb étant de rang 1, le projecteur est obtenu
simplement par l’équation suivante (à un facteur multiplicatif près) :

w = S−1
w

�
µ(1)
v − µ(2)

v

�
(3.32)

Calcul des projecteurs (cas multi-classe) : Il existe également une extension multi-
classe la FLDA. Ainsi on définit la matrice de covariance inter-classe Sb par :

Sb =
1

K

K�

k=1

�
µ(k) − µ̄

��
µ(k) − µ̄

�T

(3.33)

où K est le nombre de classes et µ̄ est la moyenne de l’ensemble des µ(k).

La matrice de covariance intra-classe Sw est définie, par analogie au cas binaire, par la

somme de l’ensemble des matrices de covariance moyennes par classe Σ
(k)
v :

Sw =

K�

k=1

Σ(k)
v (3.34)

Les projecteurs sont également calculés par diagonalisation conjointe de Sb et Sw [31].
En particulier, ils sont égaux aux vecteurs propres de S−1

w Sb. Sb étant de rang K − 1, on
utilisera un maximum deK−1 projecteurs pour la réduction de l’espace des caractéristiques.

3. Ce critère est nommé critère de Fisher.
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Classification (cas binaire) : Pour le cas binaire, on dispose d’un seul projecteur, il
suffit de déterminer un terme de biais afin d’effectuer la classification. N’ayant pas d’a priori
sur les données, ce terme de biais est calculé pour être à la moyenne de la distance entre
les deux centres des classes :

b = wT

�
µ
(1)
v + µ

(2)
v

2

�
(3.35)

Finalement, la classification s’effectue par la fonction suivante :

ŷi = h(vi) = sign
�
wTvi − b

�
(3.36)

On pourra noter que sous certaines conditions, la classification par LDA est optimale
dans le sens où elle minimise l’erreur de classification, et plus particulièrement, le classi-
fieur obtenu correspond au classifieur optimal de Bayes [31]. Soient les trois conditions
suivantes [18] :

1. Les caractéristiques des classes suivent des lois gaussiennes multivariées.
Cette hypothèse est relativement bien vérifiée dans le cadre de l’imagerie motrice.

2. Les matrices de covariance de chaque classe sont égales. Cette hypothèse
permet d’affirmer que les classes seront linéairement séparables (sous condition que
la distance entre les centres soit suffisamment grande). En pratique, cette hypothèse
est rarement vérifiée.

3. On peut estimer correctement les paramètres des distributions de chaque
classe. Dans le cadre des ICMs, où on dispose de relativement peu de réalisations
de chaque tâche mentale, l’estimation des paramètres des distributions est alors une
problématique réelle. En revanche, contrairement aux deux hypothèses précédentes, il
est possible d’agir sur ce point en utilisant des estimateurs robustes ou en appliquant
une régularisation sur la matrice de covariance [18].

Classification (cas multi-classe) : Contrairement au cas binaire, la projection ne per-
met pas de classifier les données. On appliquera alors un classifieur sur les données projetées,
par exemple un classifieur näıf de Bayes.

La FLDA est très populaire dans le domaine des ICMs, et elle est généralement utilisée
en combinaison du filtrage spatial par CSP [19]. En réalité la classification par FLDA est
un choix naturel lorsque que l’on utilise la log-variance des signaux filtrés par CSP comme
caractéristique pour la classification. Le critère de calcul de la CSP (3.3) revient à optimiser
la distance entre les centres des classes dans l’espace des caractéristiques, cf. équation (3.25).

Le filtrage par CSP construit donc un espace des caractéristiques quasiment optimal
pour la FLDA puisqu’il maximise la distance entre les centres des classes. En revanche il
ne prend pas en compte la dispersion des classes. Ainsi une amélioration du filtrage spatial
est proposée dans [123] afin d’incorporer le critère de Fisher dans la résolution de la CSP.

La FLDA est également très simple à calculer, ce qui en fait une méthode très efficace
en terme de coût de calcul. De plus, sa résolution suivant l’équation (3.32) fait intervenir la
matrice Sw qui est indépendante des classes (la matrice de covariance de l’ensemble des
données est souvent utilisée), il est alors possible de mettre à jour le classifieur de manière
non supervisée. Même si cette mise à jour n’est pas optimale, elle permet de prendre en
compte les changements sur la distribution des données qui peuvent apparâıtre au cours
d’une session (ou entre deux sessions) [121].

3.3.3 Séparateur à vaste marge (SVM)

Avec ces hypothèses fortes sur les distributions des données, le projecteur obtenu par
FLDA est souvent considéré comme non optimal car ne se conformant pas à la réalité
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des données. Parmi l’ensemble des classifieur linéaires, le SVM est généralement considéré
comme une des méthodes de classification les plus efficaces.

La problématique que cherche à résoudre le SVM est la suivante : lorsque deux classes
sont parfaitement séparables, il existe une infinité d’hyperplans permettant de séparer par-
faitement les données en deux groupes, comme l’illustre la figure 3.8.

Figure 3.8 – 2 classes parfaitement
séparables. Il existe une infinité d’hyper-
plans séparateurs.

Figure 3.9 – 2 classes parfaitement
séparables. L’hyperplan optimal est celui
qui maximise la marge i.e. la distance en-
tre l’hyperplan séparateur et les vecteurs
de support.

Le SVM cherche alors à trouver l’hyperplan de séparation optimal au sens de la max-
imisation de la distance aux points les plus proches, appelés vecteurs de support, comme
l’illustre la figure 3.9.

Dans de nombreux problèmes de classification (et en particulier en ICM), les classes ne
sont pas systématiquement linéairement séparables, on peut néanmoins traiter ces cas avec
le SVM grâce à l’introduction d’une fonction qui projette les données dans un espace de
plus grande dimension où elles seront linéairement séparables. Le classifieur SVM est traité
en détail en annexe C.

Les SVM sont couramment utilisés en ICM, car ils offrent de bonnes performances [44]
et s’adaptent facilement à de nombreux problèmes et types d’ICM, que ce soit pour des po-
tentiels évoqués [59], de l’imagerie motrice [110] ou encore pour la sélection d’électrodes [67].
Le SVM est également connu pour être robuste à l’augmentation de la dimension de l’espace
de caractéristiques.

3.3.4 Régression logistique

cas binaire

La régression logistique est une technique de classification qui repose sur la modélisation
des probabilités a posteriori des différentes classes. Dans un cas binaire(Y ∈ {0, 1}), cette
modélisation prend la forme suivante :

Pr(Y = 1|vi) =
exp(β0 + βTvi)

1 + exp(β0 + βTvi)
(3.37)

avec Pr(Y = 1|vi) + Pr(Y = 0|vi) = 1. Le problème de l’apprentissage revient à estimer
le couple (β0,β) qui maximise la somme de la log-vraisemblance des échantillons. Cette
problématique se résout par une procédure d’optimisation.
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La classification s’effectue ensuite par :

ŷi =

�
1 si Pr(Y = 1|vi) > 0.5
0 sinon

(3.38)

Extension multi-classe et régularisée

Il existe une généralisation à K classes, qui considère alors un ensemble de K − 1
problèmes binaires tel que :

log
Pr(Y = k|vi)

Pr(Y = K|vi)
= β0,k + βT

k vi (3.39)

avec k ∈ {1 : K − 1} et sous la condition
�K

k=1 Pr(Y = k|vi) = 1. On entrâıne alors K
couples (β0,k,βk) et le calcul de la probabilité a posteriori, équation (3.40), devient :

Pr(Y = k|vi) =
exp(β0,k + βT

k vi)�K
l=1 exp(β0,l + βl

Tvi)
(3.40)

La classification s’effectue par maximisation de la probabilité a posteriori :

ŷi = argmax
k

Pr(Y = k|vi) (3.41)

Cette technique possède également une version régularisée [40], qui en ajoutant un terme
de pénalisation dans la fonction d’optimisation permet de converger vers des solution parci-
monieuses :

{β0,k,βk}k=[1:K] = argmax
{β0,k,βk}k=[1:K]

�
1

I

I�

i=1

logPr(Y = l|vi)− λ

K�

l=1

Pα(βl)

�
(3.42)

avec λ un paramètre de la régularisation et Pα(.) une fonction telle que :

Pα(β) = (1− α)�β�2 + α�β�1 (3.43)

Cette régularisation est appelée elasticnet et a été introduite dans [134]. Elle est con-
stituée d’une pénalisation Ridge regression [53] couplée à la méthode lasso [115] qui effectue
une sélection de variables en forçant certains coefficient à rester nuls.

3.3.5 Validation croisée

Pour l’évaluation des résultats et la sélection de paramètres, il est d’usage de recourir
à des procédures de validations croisées (CV). Étant donné que l’entrâınement des fonc-
tions de classification (ou des filtres spatiaux) se fondent sur les données contenues dans
la base d’apprentissage, on converge vers des solutions optimales pour les données d’ap-
prentissage. Il est alors possible que les solutions obtenues ne soient pas généralisables à
des nouvelles données n’appartenant pas à cette base, par exemple des données enregistrées
après l’apprentissage des fonctions de classification.

Il est donc nécessaire d’évaluer les performances d’une châıne de traitement sur des
données qui ne font pas partie des données d’apprentissage. La procédure de validation
croisée consiste à partitionner les données disponibles en deux sous-ensembles, une base
d’apprentissage et une base de test. On entrâınera ainsi les algorithmes sur la base d’ap-
prentissage et on évaluera les performances sur la base de test. La figure 3.10 illustre ce
principe.

De la même manière, pour éviter que les performances évaluées ne s’attachent trop aux
données contenues dans la base de test, on utilise une procédure nommée k-fold CV. Cette
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Figure 3.10 – Principe d’évaluation des performances, l’apprentissage et le test sont réalisés
sur des données différentes de manière indépendante.

procédure divise les données disponibles en k partitions dont k − 1 seront utilisées comme
base d’apprentissage tout en évaluant les performances sur la dernière. En permutant tour
à tour les partitions utilisées comme base de test, on parcourt l’ensemble des données. Les
performances globales sont alors constituées de la moyenne des performances évaluées sur
chacune des bases de test. Cette procédure est illustrée figure 3.11.

Figure 3.11 – 10-fold CV. On partitionne les données en 10 sous-ensembles, 9 sont utilisés
comme base d’apprentissage et la dixième comme base de test. On permute 10 fois, la
performance globale est la moyenne des performances individuelles sur chaque permutation.

Le rôle de cette permutation est d’obtenir en moyenne la même distribution sur les
données d’apprentissage que sur celles de test.

3.4 Conclusions

Dans ce chapitre, les principales méthodes constituant la châıne de traitement pour les
ICMs basées sur l’imagerie motrice ont été présentées. La châıne typique est princi-
palement constituée de 4 blocs comme l’illustre la figure 3.12.

Figure 3.12 – Châıne de traitement typique pour les ICMs basées sur de l’imagerie motrice.

• Filtrage fréquentiel passe-bande pour se limiter aux fréquences d’intérêt im-
pliquées dans l’imagination des mouvements. Généralement entre 8 et 30 Hz.
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• Filtrage spatial par CSP pour combiner les signaux dans l’optique d’en réhausser
les caractéristiques spatiales. On utilise généralement 3 paires de filtres.

• Extraction de caractéristiques par log-variance pour représenter les réalisations
de chaque tâche mentale à classer.

• Classification par FLDA pour déterminer le type de tâche mentale réalisée.
Cette châıne de traitement se fonde majoritairement sur l’hypothèse que les signaux

EEG suivent des lois normales multivariées conditionnées à la classe. Ainsi, la CSP se
calcule par diagonalisation conjointe d’un jeu de matrices de covariance, ce qui est analogue
à un problème de séparation de sources. De même l’utilisation de la log-variance comme
caractéristique découle de la même hypothèse pour obtenir des distributions normales et
appliquer une classification par LDA de manière efficace.

Finalement, toutes ces opérations permettent de représenter, à un haut niveau, les dis-
tributions que suivent les signaux EEG pendant la réalisation d’un mouvement imaginé.

Partant de cette hypothèse fondamentale, le chapitre suivant décrira des méthodes
fondées sur la géométrie Riemannienne dans le but de manipuler directement les lois nor-
males multivariées.
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Deuxième partie

Contributions Algorithmiques
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Chapitre 4

Géométrie Riemannienne :
Approche fondée sur la distance

4.1 Introduction

4.1.1 La châıne de traitement CSP revisitée

Prise dans son ensemble, l’extraction de caractéristiques, présentée dans le chapitre 3,
peut être vue comme un ensemble d’opérations visant à représenter les matrices de covari-
ance estimées sur des portions de signal EEG dans un espace où elles seront classées par
un algorithme de l’état de l’art. En effet, l’extraction de caractéristiques prend la forme
suivante (3.19) :

vi = log
�
diag

�
WTΣiW

��
(4.1)

où W est un ensemble de filtres spatiaux calculé par CSP et Σi est la matrice de covariance
estimée sur la portion de signal EEG Xi. La projection par CSP ramène l’ensemble des
informations utiles à la discrimination des classes sur la diagonale de la matrice, qui peut
donc être représentée sans trop de pertes par un vecteur. L’application du logarithme assure
ensuite que les données suivent une loi proche d’une loi normale et facilite donc l’emploi
d’un classifieur linéaire.

Le vecteur vi représente donc la matrice de covariance Σi. Pour que cette représentation
soit sans perte d’information sur la tâche mentale, il faut respecter deux conditions :

1. Les filtres spatiaux sont efficaces. Le rôle des filtres spatiaux est de séparer
l’information pertinente (utile à la tâche de classification) du bruit. Si cette séparation
n’est pas efficace, on perd une partie de l’information qui ne pourra donc pas être
exploitée par le classifieur. En pratique, on sera confronté au problème de robustesse
dans le calcul de ces filtres, qui est directement lié à la qualité des données de la base
d’apprentissage. En particulier si les données sont corrompues par un artefact, les
filtres calculés seront biaisés et les caractéristiques présentées au classifieur ne seront
pas pertinentes pour la séparation des classes.

2. La diagonalisation des matrices est parfaite. Étant donné que l’on utilise unique-
ment la variance des signaux, l’information contenue dans les éléments hors diagonale
sera perdue. La quantité d’information perdue dépend grandement de la répartition
des données, et elle sera d’autant plus faible que les matrices Σi sont proches des
matrices de covariance intra-classes Σ(k).

Ces deux conditions n’étant jamais vérifiées dans la pratique, on s’attend donc à une
sous-exploitation de l’information contenue dans les matrices de covariance. Partant de
ces constatations, ce document présentera donc un ensemble de méthodes permettant d’ex-
ploiter au mieux les informations contenues dans les matrices de covariance. Le gain attendu
est directement lié à la validité des deux conditions présentées dans cette section. On s’at-
tend donc à un gain important dans le cas multi-classe (où la diagonalisation des matrices
est moins efficace) et pour des données fortement bruitées (où les filtres ont tendance à être
mal estimés).

61
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4.1.2 Formulation du problème et approche suivie

On peut considérer les signaux EEG x(t) mesurés à chaque instant t comme étant la
réalisation d’un processus aléatoire suivant une loi normale centrée 1 N (0,Σ) de matrice de
covariance spatiale Σ. En particulier, on peut considérer que le signal est stationnaire par
morceaux et que la réalisation d’une tâche mentale induira une modification des paramètres
de cette loi. En d’autres termes, quand l’utilisateur effectue une tâche mentale A, les signaux
EEG suivent pendant tout le temps de la réalisation de la tâche mentale une loi NA =
N (0,ΣA) et quand il effectue une tâche mentale B, les signaux EEG suivent une autre loi
NB = N (0,ΣB). C’est cette approche qui est à la base de l’extension multiclasse de la
CSP [47, 48] présentée section 3.2.4.

Suivant ce principe, la réalisation d’une tâche mentale est entièrement caractérisée par
la matrice de covariance estimée sur la portion temporelle de signal EEG correspondante.
La matrice de covariance peut donc être utilisée comme descripteur du signal EEG.

De plus on pourra noter que dans le cadre de l’imagerie motrice, outre le fait que le
signal EEG est bruité et que ce bruit peut varier temporellement, l’utilisateur n’effectue pas
de manière uniforme une même tâche mentale à travers ses diverses réalisations. Ainsi, dans
notre cas, pour deux réalisations de la même tâche mentale A, les matrices de covariance
estimées ne seront pas identiques et égales à ΣA et sont donc la réalisation d’un processus
aléatoire, en toute vraisemblance, suivant une distribution de Wishart paramétrée par ΣA.
On pourra alors résumer notre problématique ainsi :

Hypothèse. Lors de la réalisation d’une tâche mentale de classe yi démarrant au temps ti
et durant Nt échantillons temporels, les signaux EEG suivent alors une loi normale centrée
Ni = N (0,Σi), la matrice de covariance Σi étant la réalisation d’un processus aléatoire
conditionné par la classe yi.

Problématique. Pour découvrir le type de tâche mentale réalisée pendant une portion
de signal EEG, notre approche consiste à estimer et classer la distribution Ni estimée sur
cette portion de signal. La distribution étant centrée, elle est uniquement paramétrée par
la matrice de covariance. De manière équivalente, on cherche donc à estimer une fonction
de classification h qui relie la matrice de covariance d’une réalisation à sa classe yi i.e. au
type de tâche mentale réalisée :

yi = h(Σi) (4.2)

Afin de réaliser cette classification, il est donc nécessaire de définir des outils permet-
tant de comparer ces matrices de covariance. D’une manière générale, classifier des données
revient à les comparer entre elles au sens d’une certaine métrique, à rechercher leurs simi-
larités ou divergences. Il convient donc d’utiliser la bonne métrique en lien avec la nature
des données. La section suivante introduira les concepts de la géométrie de l’information,
domaine en pleine expansion, qui s’attache à appliquer une approche géométrique dans le
cadre de la théorie de l’information.

4.1.3 Etat de l’art des approches similaires

Dans de nombreux domaines, les matrices de covariance sont utilisées dans des algo-
rithmes très divers. Ces matrices de covariance sont symétriques et, sauf cas particuliers,
définies positives (SPD). Elles appartiennent ainsi à une variété Riemannienne particulière.
Toutefois, dans la plupart des cas, elles sont traitées avec des outils de la géométrie Euclidi-
enne. La prise en compte de la topologie particulière de l’espace des matrices SPD permet
de manipuler ces matrices de manière plus rigoureuse et apporte souvent une amélioration
significative des performances. Les concepts de géométrie Riemannienne pour l’espace des

1. Grâce a un filtrage fréquentiel passe bande, les signaux EEG sont de moyenne nulle.
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matrices de covariance n’ont, à notre connaissance, jamais été appliqués directement au
domaine des ICMs. En revanche, ils sont de plus en plus utilisés pour tout ce qui a trait au
traitement de signaux multivariés comme pour le traitement des signaux radar [13, 14], des
images ou vidéo [102, 116] et même plus récemment sur des signaux EEG dans le contexte
de la classification des phases de sommeil [72, 73].

Le suivi de trajectoire ou d’objet dans des séquences d’images ou des vidéos.
Dans le cadre de ce qu’on appelle la Vision par ordinateur, on est amené à mettre au point
des méthodes permettant le suivi de cibles dans les vidéos. Par exemple, on peut chercher à
compter et à suivre le nombre de piétons dans une scène [102]. On définit alors un ensemble
de caractéristiques (luminance, couleur, gradient, etc ) sur une portion d’image (une fenêtre
de quelques pixels), on calcule une matrice de covariance à partir de ces caractéristiques.
Cette matrice de covariance représente à un haut niveau d’abstraction le contenu de la
portion d’image, et grâce à la métrique de l’espace des matrices SPD, on va pouvoir suivre
l’évolution de la position de ces portions d’images au fil de la vidéo ou encore dénombrer
le nombre d’objets similaires dans la scène [116].

Imagerie radar. Ces concepts sont utilisés en imagerie Doppler haute résolution [13, 14]
pour la détection de petites cibles en imagerie radar. La géométrie Riemanienne, permet
dans ce cas présent, de conserver la structure Toeplitz (spécifique à ces données d’imagerie
Doppler) des matrices de covariance lors des calculs de moyenne de matrices de covariance
nécessaires à la résolution de cette problématique de détection. En particulier, la détection
de cibles est réalisée à partir d’un critère de distance Riemannienne à la matrice de covari-
ance médiane.

Imagerie des tenseurs de diffusion en IRM : Les tenseurs de diffusion en IRM sont
composés de matrices SPD de taille 3 × 3 pour chaque voxel. Si l’on souhaite extraire les
formes principales de ces images, on est amené à utiliser une PCA. Le problème est que
les lignes définies par les modes de variation (composantes principales) ne conservent pas
le caractère SPD de chaque voxel [38]. Il est alors possible de définir une nouvelle version
de la PCA dans l’espace des matrices SPD afin de respecter ces propriétés [39].

Classification de signaux EEG : Les concepts de la géométrie Riemannienne (GR) ont
également été appliqués à la classification de signaux EEG dans le cadre de la détection des
phases de sommeil [72, 73]. Une métrique est établie pour les matrices de densité spectrale
de puissance (DSP). Une distance Riemannienne (pondérée) entre deux tenseurs de densité
spectrale de puissance est ensuite définie puis utilisée pour classifier des portions de signal
EEG à l’aide d’un algorithme des plus proches voisins.

4.2 La géométrie de l’information

Nous allons, dans cette section, présenter les concepts essentiels de la géométrie de l’in-
formation et les appliquer à la variété des lois normales centrées et multivariées. Cette
variété est également celle des matrices symétriques et définies positives, car ces lois sont
uniquement paramétrées par la matrice de covariance. Les outils de la géométrie Rieman-
nienne dans la variété des matrices de covariance peuvent être définis de manière identique
à partir des propriétés algébriques de l’espace des matrices SPD. Nous présenterons ici
la vision empruntée par la géométrie de l’information, dont l’application à notre contexte
(modélisation des signaux EEG par des lois centrées normales) semble plus naturelle.
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4.2.1 Variété des distributions de probabilité

La géométrie de l’information considère que chaque famille de distribution de probabilité
peut être vue comme une variété, notée M. L’un des systèmes de coordonnées le plus
naturel pour cette variété peut être constitué des paramètres de la distribution en question.
Par exemple, pour les distributions gaussiennes unidimensionnelles N (µ,σ2), le système de
coordonnées est formé par la moyenne µ et la variance σ2.

En d’autres mots, chaque distribution gaussienne de paramètre µ et σ2 est un point de
coordonnées (µ,σ2) de la variété des distributions de probabilité gaussienne. Ce principe
est schématisé par la figure 4.1

Figure 4.1 – Chaque distribution de probabilité d’une même famille est un point de la
variété. Les coordonnées de ce point sont les valeurs que prennent les paramètres de la
distribution dans le système de coordonnées formé des paramètres libres de la famille de
distribution en question. Ici on représente 3 distributions d’une famille noté p(Θi,Θj), dont
l’une, notée p(θ1, θ2), a pour coordonnées le couple (θ1, θ2)

Une variété est un espace topologique (courbe) qui peut être localement approximé par
un espace euclidien. Pour prendre un exemple, une mappemonde est une variété que l’on
approxime localement à l’aide de cartes 2D se chevauchant.

De plus, cette variété des distributions de probabilité est différentiable c’est-à-dire que
l’on peut y mener des calculs différentiels. Si elle est munie d’une métrique, c’est une variété
Riemannienne différentiable.

4.2.2 Plan tangent, géodésique et distance

Une variété Riemannienne possède en tout point P un plan tangent TPM muni d’un
produit scalaire �., .�P qui permet la définition de la métrique. Ce plan tangent est Euclidien
et également localement homéomorphe à la variété. Le plan tangent peut être vu comme
étant constitué de l’ensemble des vecteurs tangents au point P partant dans toutes les
directions, comme l’illustre la figure 4.2.

Le produit scalaire dans le plan tangent induit la définition d’une norme. Soit S un
élément du plan tangent, on a :

�S�P =
�

�S,S�P (4.3)

On considère maintenant une courbe paramétrée par le réel t ∈ [0, 1] sur la variété, et notée
α. Pour chaque α(t) de la variété, on a donc un vecteur tangent α̇(t) dont la norme est
�α̇(t)�α(t). La longueur de la courbe partant de α(0) et arrivant en α(1) est alors définie
à partir de l’intégrale suivante :

L(α) =

� 1

0

�α̇(t)�α(t)dt (4.4)
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Figure 4.2 – Le plan tangent TPM est défini localement, au point P, sur la variété M. Le
plan tangent TPM est constitué de l’ensemble des vecteurs tangents S partant de P.

On nomme alors géodésique la courbe dont la longueur est minimale :

Γ = argmin
α

L(α) (4.5)

Cette longueur définie alors la distance entre deux points de la variété. Soient 2 points
de la variété P1 et P2, soit Γ la géodésique paramétrée par t et partant de Γ(0) = P1 vers
Γ(1) = P2 et Γ(t) un point de cette géodésique, on définit la distance Riemannienne δR(., .)
par :

δR(P1,P2) = L(Γ) =

� 1

0

�Γ̇(t)�Γ(t)dt, (4.6)

La figure 4.3 schématise ce principe.

Figure 4.3 – La courbe quelconque α (en pointillés) reliant deux points P1 et P2 de la
variété. α(t) un point de cette courbe et α̇(t) son vecteur tangent. La géodésique Γ (courbe
de longueur minimale) et un point Γ(t) de cette géodésique. La distance entre P1 et P2 se
fait par intégration de la norme du vecteur tangent Γ̇(t) le long de la géodésique.

4.2.3 Métrique

La métrique d’une variété Riemannienne est une fonction qui assigne à chaque pointP de
cette variété un produit scalaire �., .�P dans l’espace tangent. La métrique est donc à la base
de la formulation du produit scalaire et donc de la distance. En géométrie de l’information,
l’information de Fisher est considérée comme la métrique naturelle des variétés
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de distribution de probabilité. L’information de Fisher quantifie l’information relative à un
paramètre contenue dans une distribution. La métrique étant la fonction permettant de
quantifier la distance qui sépare deux éléments de la variété et la variété M ayant comme
système de coordonnées les paramètres de la distribution, le choix de l’information de
Fisher comme métrique apparâıt comme évident et fournit donc une distance qui quantifie
la différence d’information entre des distributions de paramètres différents.

Soit une variété de dimension m, on appelle également tenseur métrique le tenseur
d’ordre 2, représenté sous la forme d’une matrice m × m SPD, dont les éléments sont le
produit scalaire des vecteurs de base du plan tangent. Ainsi :

G = [Gi,j ] avec Gi,j = �ei, ej�P (4.7)

avec ei et ej deux vecteurs de base du plan tangent. Ce tenseur métrique est donc défini
pour chaque point P de la variété.

On a alors le déplacement infinitésimal sur une ligne de la variété qui est défini par :

ds2 =

m�

i,j

Gi,jdθidθj = dθTGdθ (4.8)

C’est en quelque sorte la distance entre un point P de la variété de coordonnées
{θ1, . . . , θi, . . . θm} et son voisin immédiat P� de coordonnées {θ1+dθ1, . . . , θj+dθj , . . . θm+
dθm}. On nomme cette quantité line element ou encore forme quadratique différentielle,
mais on la retrouve également sous le nom de métrique dans une partie de la littérature.

La longueur d’une courbe sur la variété, donnée par l’équation (4.4), peut également
être obtenue par intégration de cette quantité sous la contrainte de déplacement le long de
la courbe.

Dans le cadre de la variété des distributions de probabilité, on obtient alors comme
tenseur métrique la matrice d’information de Ficher. Soit p(x, θ) une loi de probabilité,
θ = [θ1, . . . , θi, . . . θm] le vecteur de m paramètres de cette loi et x une réalisation, la
métrique issue de l’information de Fischer est donnée par :

Gi,j = E
�
∂ log p(x, θ)

∂θi

∂ log p(x, θ)

∂θj

�
(4.9)

4.3 Application aux distributions normales multivariées

Cette section appliquera ces principes aux distributions normales centrées multivariées
N (0,Σ), ce qui nous permettra de mener à bien notre tâche de classification.

4.3.1 Métrique

Dans le cas d’une distribution normale multivariée N (µ,Σ) avec µ ∈ Rn le vecteur des
moyennes et Σ ∈ Rn×n la matrice de covariance, les éléments de la matrice de Fisher, et
donc le tenseur métrique prend la forme suivante [112] :

Gi,j =
∂µT

∂θi
Σ−1 ∂µ

∂θj
+

1

2
Tr

�
Σ−1 ∂Σ

∂θi
Σ−1 ∂Σ

∂θj

�
(4.10)

En particulier, quand la distribution est centrée (µ = 0), on obtient :

Gi,j =
1

2
Tr

�
Σ−1 ∂Σ

∂θi
Σ−1 ∂Σ

∂θj

�
(4.11)
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La variété Riemannienne correspondante est de dimension m = n(n+1)
2 car elle est

paramétrée uniquement par la matrice de covariance Σ qui est une matrice symétrique. La
matrice de covariance étant également définie positive, cette variété est également celle des
matrices symétriques et définies positives (SPD), que l’on note généralement P (n).

La forme quadratique étant définie par ds2 =
�

i,j Gijdθidθj on a alors, par linéarité de
la trace :

ds2 =
1

2
Tr


Σ−1

��

i

∂Σ

∂θi
dθi

�
Σ−1


�

j

∂Σ

∂θj
dθj




 (4.12)

en notant dΣ =
�

i
∂Σ
∂θi

dθi on obtient

ds2 =
1

2
Tr

�
Σ−1dΣΣ−1dΣ

�
=

1

2
�Σ−1dΣ�2F =

1

2
�Σ−1/2dΣΣ−1/2�2F (4.13)

avec �.�F la norme de Frobenius.
Soient S1 et S2 deux matrices symétriques de taille n × n, qu’on nomme également

vecteurs 2 tangents, on obtient à partir de l’équation (4.11) la formulation du produit scalaire
dans l’espace tangent. On pourra raisonnablement supprimer au passage le facteur 1

2 .

�S1,S2�Σ = Tr
�
S1Σ

−1S2Σ
−1

�
(4.14)

Le produit scalaire permet alors la définition d’une norme pour les vecteurs tangents :
�S�2Σ = �S,S�Σ = Tr

�
SΣ−1SΣ−1

�
. On pourra remarquer que cette norme se simplifie pour

donner la norme de Frobenius lorsque le plan tangent est calculé au niveau de la matrice
identité, c’est-à-dire �S,S�I = �S�2F .

Une autre propriété de cette métrique est qu’elle est invariante par projection congruente
c’est-à-dire pour toute matrice W ∈ Gl(n) inversible, on a :

�
WS1W

T ,WS2W
T
�
WΣWT = �S1,S2�Σ (4.15)

4.3.2 Géodésique et distance

Soit Γ(t) : [0, 1] → P (n) la géodésique allant de Γ(0) = Σ1 vers Γ(1) = Σ2. La longueur
de Γ(t) alors donnée par :

L(Γ) =

� 1

0

�Γ̇(t)�Γ(t)dt =

� 1

0

�
Tr

�
Γ̇(t)Γ−1(t)Γ̇(t)Γ−1(t)

�
dt, (4.16)

On remarquera que cette distance hérite également de la part de la métrique de la
propriété d’invariance par projection, c’est à dire L(Γ) = L(WΓWT )

La distance entre Σ1 et Σ2 est obtenue par le calcul de cette intégrale. Il est alors
nécessaire de calculer la formule de la géodésique au sens de la métrique en question. L’an-
nexe D.1 présente la démonstration permettant d’obtenir la formule de cette géodésique.
On obtient ainsi :

Γ(t) = Σ
1
2
1

�
Σ

− 1
2

1 Σ2Σ
− 1

2
1

�t

Σ
1
2
1 . (4.17)

L’application de cette géodésique à l’équation (4.16) permet finalement d’obtenir la
formule de la distance :

δR(Σ1,Σ2) = �log
�
Σ−1

1 Σ2

�
�F =

�
n�

i=1

log2 λi

�1/2

, (4.18)

2. Par abus de langage, ces matrices sont appelées vecteurs tangents, ce qui correspond au cas général
où les éléments d’une variété ne sont pas nécessairement représentés par une matrice.
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avec {λi}i∈{1:n} les valeurs propres réelles de Σ−1
1 Σ2. Les principales propriétés de cette

distance sont :

– δR(Σ2,Σ1) = δR(Σ1,Σ2)
– δR(Σ

−1
1 ,Σ−1

2 ) = δR(Σ1,Σ2)
– δR(W

TΣ1W,WTΣ2W)=δR(Σ1,Σ2) ∀ W∈Gl(n).

Cette distance est également appelée Affine-invariante [4], car elle est définie à partir
de la géodésique affine et la propriété d’invariance par projection de la métrique.

Il existe d’autres approches permettant de définir une distance entre deux matrices de
covariance. L’annexe E présente 3 autres distances couramment utilisées dans la littérature.
Il s’agit de la distance Euclidienne, de la distance de Kullback-Leibler définie à partir de
la divergence de Kullback-Leibler pour les distributions centrées normales et de la distance
Log-Euclidienne. La distance Riemannienne présentée ici sera comparée à ces trois autres
distances dans la suite de ce chapitre.

4.3.3 Moyenne Riemannienne

De nombreux algorithmes de classification utilisent la moyenne d’un ensemble de données.
Cette notion de moyenne n’est pas triviale lorsqu’on se place dans une variété. En utilisant
la distance Riemannienne (4.18), et par analogie avec la moyenne Euclidienne, on définit la
moyenne Riemannienne de I ≥ 1 matrices SPD par :

G (Σ1, . . . ,ΣI) = argmin
Σ∈P (n)

I�

i=1

δ2R (Σ,Σi) (4.19)

Cette moyenne est également appelée barycentre de Frechet ou encoremoyenne géomé-
trique. Pour une variété à courbure négative comme P (n), un tel minimum local existe et
il est unique [62]. Cependant il n’y a pas de formule littérale pour calculer cette moyenne et
une procédure d’optimisation doit être employée. Les détails de cette procédure sont donnés
en annexe D.2.

4.4 Classification dans la variété Riemannienne

4.4.1 Introduction

La géométrie de l’information a permis de définir la notion de distance entre deux
matrices de covariance, ainsi que la notion de moyenne liée à cette définition de la distance.
Nous allons maintenant pouvoir utiliser ces concepts pour classifier directement les matrices
de covariance spatiales en EEG.

Il existe un grand nombre d’algorithmes de classification se fondant sur une comparaison
de distances. Les plus connus sont les algorithmes des k plus proches voisins (k-Nearest
Neighbor : k-NN), du minimum de distance à la moyenne (Minimun Distance to Mean :
MDM) ou encore l’algorithme des k moyennes (k-means).

4.4.2 k plus proches voisins

L’algorithme des k plus proches voisins se fonde uniquement sur des calculs de distance.
L’algorithme peut être résumé ainsi : la classe d’un élément est égale à la classe qui est
majoritaire parmi ces k voisins. La Figure 4.4 illustre ce processus. L’algorithme k-NN
est supervisé. On dispose donc de I matrices de covariance Σi de classe respective yi.
Lorsqu’on souhaite classer une réalisation de classe inconnue y et de matrice de covariance
Σ, l’algorithme s’effectue en 2 étapes :
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Figure 4.4 – Illustration du principe de l’algorithme des k plus proches voisins. Avec k = 3
le rond vert sera classé en tant que triangle rouge alors que pour k = 5 il sera classé en tant
que carré bleu.

1. Recherche des voisins : on calcule les I distances δ(Σ,Σi), on les trie par ordre crois-
sant. Les k voisins sont alors les k points dont la distance est minimale.

2. Classification : pour les k voisins sélectionnés, on compte le nombre d’éléments de
chaque classe. On affecte alors à y la classe la plus fréquente.

L’algorithme équivalent est donné en Algorithme 1.

Algorithm 1 Classification par algorithme k-NN

Entrée : Ω un ensemble de I matrices de covariance Σi ∈ P (n).
Entrée : K le nombre de classes.
Entrée : yi ∈ [1 : K] la classe de Σi.
Entrée : k le nombre de voisins.
Entrée : Σ une matrice de covariance de classe inconnue.
Sortie : ŷ l’estimation de la classe de la matrice de covariance à tester Σ.

1: for i = 1 to I do
2: D(i) = δ(Σ,Σi) {Calcul des distances}
3: end for
4: [�, ix] = sort(D) {tri des tests par ordre croissant de distance}
5: V oisins = ix(1 : k) {sélection des k plus proches voisins}
6: for c = 1 to K do
7: Nb(c) = Compte(yi = c|i ∈ V oisins) {Compte le nombre de voisins de chaque classe}
8: end for
9: ŷ = argmaxc(Nb(c)) {Maximum de voisins de même classe}

10: return ŷ

Il est possible que pour un nombre de k voisins, on retrouve un nombre égal de voisins
pour deux classes différentes. Il y a alors une indétermination sur la classe. Dans le cas où
le nombre de classes est K = 2, il suffit simplement d’utiliser un nombre impair de voisins
k pour ne jamais entrer dans ce cas de figure. Pour K > 2, on pourra également lever cette
indétermination en sélectionnant la classe dont la somme des distances est la plus faible.

Enfin, il n’est pas rare que cet algorithme soit utilisé en combinaison avec une distance
pondérée [73] qui minimisera de manière artificielle la distance entre les points d’une même
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classe.

L’avantage de cet algorithme réside dans sa simplicité, mais aussi dans son efficacité
en particulier dans le cas où le nombre I de points dans la base d’apprentissage est grand.
En revanche, il s’avère relativement coûteux en ressources, d’une part car il faut conserver
en mémoire l’ensemble de la base d’apprentissage pour classer un point, et d’autre part
car il faut calculer une distance pour chaque point de la base d’apprentissage ce qui peut
s’avérer long quand I est grand.

La figure 4.5 illustre un cas de classification utilisant cet algorithme pour les 4 distances
(la distance Riemmanienne présentée section 4.3.2 et les 3 distances présentées annexe E).
Cette courbe montre l’évolution du pourcentage du nombre de voisins correspondant à la
classe du point que l’on cherche à classer. Ainsi, un pourcentage de 80% indique que parmi
l’ensemble des k voisins, 0.8k d’entre eux sont de la classe du point considéré. Plus ce
pourcentage sera élevé, plus la classification sera efficace.
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Figure 4.5 – Évolution du pourcentage de voisins de même classe en fonction de k/I
(rapport entre k et le nombre total de points dans la base d’apprentissage I). Jeu de
données IIa, BCI compétition III, Utilisateur 1.

On remarque ainsi que les distances Riemannienne, Log Euclidienne et de Kullback-
Leibler sont globalement équivalentes pour cet algorithme. En revanche, la distance Eucli-
dienne s’avère beaucoup moins efficace.

4.4.3 Distance minimale aux centres

L’algorithme de distance minimale aux centres (MDM) utilise l’estimation du centre
des classes pour effectuer la classification. On peut résumer l’algorithme ainsi : la classe
d’un élément est égale à la classe du centre plus proche. Ici l’estimation du centre pourra
s’effectuer par la moyenne ou la médiane de l’ensemble des matrices d’une même classe.

Ainsi, l’algorithme comporte deux étapes :

1. Estimation des centres des classes : si on dispose de K classes, alors on estime le centre
de chaque classe par un calcul de moyenne ou de médiane. On note Σ(k) le centre de
la classe d’indice k = [1 : K].

2. Classification : on affecte au point Σ de classe inconnue la classe du centre le plus
proche : y = argmink δ(Σ,Σ(k))

Cet algorithme est présenté en algorithme 2.
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Algorithm 2 Classification par distance aux centres

Entrée : Ω un ensemble de I matrices de covariance Σi ∈ P (n).
Entrée : yi ∈ [1 : K] la classe de Σi.
Entrée : K le nombre de classes.
Entrée : Σ une matrice de covariance de classe inconnue.
Sortie : ŷ l’estimation de la classe de la matrice de covariance à tester Σ.

1: for k = 1 to K do
2: Σ(k) = G(Σi|yi = k) {Calcul de la matrice de covariance moyenne pour la classe k}
3: end for
4: ŷ = argmink(δ(Σ,Σ(k))) {Recherche de la distance minimale}
5: return ŷ

En comparaison de l’algorithme des plus proches voisins, ce dernier est beaucoup plus
léger en termes de calcul et d’occupation mémoire. En effet il ne nécessite la mémorisation
que de K éléments (les centres des classes) et le calcul de K distances pour la classification.
En revanche, les frontières de séparation entre chaque couple de classe sont des droites (au
sens de la métrique) et forment donc des cellules de Voronöı comme l’illustre la figure 4.6.
L’efficacité de la classification peut donc varier grandement en fonction de la distribution
des données.

Figure 4.6 – Cellules de Voronöı. Les frontières de séparation entre les couples de classe
sont des droites équidistantes des centres de chaque classe.

La figure 4.7 illustre ce processus de classification pour les quatre distances définies dans
la section 4.3, sur des données réelles dans une ICM à deux classes (mouvement imaginé de
la main droite par rapport au mouvement imaginé de la main gauche). On remarquera que
la distance Riemannienne et la distance Log Euclidienne offrent une répartition des points
relativement similaire. La distance Euclidienne, quant à elle, se montre inapte à séparer les
deux classes. Pour la distance de Kullback-Leibler, l’algorithme est appliqué en combinaison
avec la moyenne géométrique Riemannienne, car à notre connaissance la moyenne suivant
la pseudo-distance de Kullback-Leibler n’est pas encore définie. On notera une distribution
relativement différente de celle de la distance Riemannienne, avec néanmoins un pouvoir de
séparation qui semble similaire.
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Figure 4.7 – Classification par minimum de distance aux centres, pour les différentes
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�
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�
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�

4.4.4 K-means

Les deux algorithmes présentés précédemment sont supervisés (cf section 3.3), c’est-à-
dire qu’il est nécessaire d’avoir la connaissance des classes de chaque élément pour mener
à bien l’apprentissage. L’algorithme des K-means est un algorithme non-supervisé. D’une
manière plus générale, l’algorithme des K-means est un algorithme de partitionnement car
il permet de regrouper un ensemble d’éléments en K classes. La classification ultérieure
découle alors de ce partitionnement.

Sur le principe, le K-means est similaire à l’algorithme de la distance minimale aux
centres. En effet la classification est également effectuée par minimisation de la distance
aux centres de chaque classe. En revanche, ne connaissant pas les étiquettes de chaque
matrice, l’estimation des centres est plus compliquée et passe par une procédure itérative.

Soient Ω(k) l’ensemble des points attribués à la classe k et Σ(k) le centre de cet ensemble.
Le partitionnement est dirigé par la minimisation itérative de la somme des carrés des
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distances aux centres :

min

K�

k=1

�

Σi∈Ω(k)

δ
�
Σi,Σ

(k)
�2

(4.20)

L’algorithme se décompose suivant les étapes suivantes :

1. Initialisation : on initialise l’algorithme avec des valeurs arbitraires pour les K

centres de classes Σ
(k)
t=0.

2. Partitionnement : à partir des centres, on en déduit un nouveau partitionnement :

yi,t = argmink δ(Σi,Σ
(k)
t )

3. Mise-à-jour des centres : à partir du partitionnement, on estime le centre de chaque

classe par le calcul de la moyenne géométrique : Σ
(k)
t+1 = G(Σi|yi,t = k)

4. Arrêt : si les centres des classes ont changé, on recommence à l’étape 2, sinon la
procédure s’arrête.

Une fois cette procédure terminée, on obtient à la fois le partitionnement de la base d’ap-
prentissage et les centres de chaque classe. Il suffit ensuite de classer tout point Σ de classe

inconnue par MDM : y = argmink δ(Σ,Σ
(k)
t ). Cet algorithme est donné en Algorithme 3.

Algorithm 3 Classification non-supervisée par K-means

Entrée : Ω un ensemble de I matrices de covariance Σi ∈ P (n).
Entrée : K le nombre de classes.
Entrée : Σ une matrice de covariance de classe inconnue.
Sortie : Les centres des K classes Σ(k) .
Sortie : ŷ l’estimation de la classe de la matrice de covariance à tester Σ.

1: initialisation : On choisit des valeurs pour les Σ
(k)
t=0

2: repeat
3: for i = 1 to I do
4: yi,t = argmink δ(Σi,Σ

(k)
t ) {partitionnement}

5: end for
6: for k = 1 to K do
7: Σ

(k)
t+1 = G(Σi|yi,t = k) {Moyenne géométrique de la classe k}

8: end for
9: until Σ

(k)
t+1 = Σ

(k)
t pour tout k ∈ [1 : K]

10: ŷ = argmink δ(Σ,Σ
(k)
t ) {Classification}

11: return {ŷ,Σ(k)
t }

Cet algorithme peut être très efficace si les différentes classes sont relativement bien
séparées dans l’espace des caractéristiques. Ce n’est généralement pas le cas en ICM. Pour
obtenir un espace de caractéristiques plus apte à la classification non supervisée, il faut
généralement passer par une étape de filtrage spatial comme la CSP, qui est une étape
supervisée. C’est la raison pour laquelle les techniques de classification non supervisée sont
très peu utilisées en ICM. L’utilisation de la géométrie Riemannienne qui permet d’obtenir
un espace de caractéristiques de qualité sans passer par une étape de filtrage spatial permet
ainsi d’envisager l’utilisation de la classification non supervisée en ICM.

La figure 4.8 montre le partitionnement ainsi obtenu pour un cas où les données sont
facilement séparables (tâche main gauche vs. pied).

La comparaison avec le partitionnement original (figure de gauche - MDM) montre que
le partitionnement obtenu par la méthode non supervisée (figure de gauche - K-means) est
équivalent. La performance en classification est de 96,5%.
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Figure 4.8 – k-means dans un cas très favorable. Le partitionnement original (figure de
gauche - MDM) et le partitionnement obtenu par k-means (à droite) sont équivalents.

En revanche, nous avons observé que dans certains cas, les données sont séparables en
deux groupes, mais que ces deux groupes ne correspondent pas aux deux classes. C’est le
cas présenté figure 4.9, pour le même utilisateur mais pour deux tâches d’imagerie motrice
différentes (langue vs. pied). Bien que les performances avec le partitionnement initial
(MDM) soient bonnes (85.5%), le partitionnement obtenu par k-means sépare les données
en deux groupes distincts ne correspondant pas aux deux classes. Dans le cas présent il
s’avère que le partitionnement obtenu sépare les données suivant leur appartenance à une
des deux sessions d’enregistrement dont le jeu de données est composé.
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Figure 4.9 – k-means dans un cas peu favorable. Le partitionnement par k-means sépare
parfaitement les données en deux groupes distincts, mais ces deux groupes ne correspondent
pas aux deux classes. Les deux groupes correspondent aux deux sessions d’enregistrement
dont le jeu de donnée est composé.

4.4.5 Résultats expérimentaux

Les performances de ces algorithmes seront évaluées sur une banque de données com-
posée de 3 jeux de données cue-based et multi-classes :

1. Compétition BCI IV - jeu IIa : ce jeu de données a été fourni par le Laboratory
of Brain-Computer Interfaces (BCI-Lab), Graz University of Technology lors de la
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compétition BCI IV 3. Il est composé de 9 utilisateurs. Les signaux sont enregistrés sur
22 électrodes et comportent 576 réalisations au total pour 4 classes (144 réalisations
par classe). Les classes correspondent à l’imagination d’un mouvement de la main
droite, de la main gauche, du pied et de la langue. Pour chaque réalisation, on utilisera
2 secondes de données, une demi-seconde après la consigne.

2. Compétition BCI III - jeu IIIa : ce jeu de données, également fourni par le
BCI-Lab de Graz, est dédié à la compétition BCI III 4. Ce jeu de données comporte
3 utilisateurs. Les signaux sont enregistrés sur 60 électrodes et le jeu de données
comporte 360 réalisations au total pour 4 classes (90 réalisations par classe). Ici aussi,
les classes correspondent à l’imagination d’un mouvement de la main droite, de la
main gauche, du pied et de la langue. Pour chaque réalisation, on utilisera également
2 secondes de données, une demi-seconde après la consigne. La principale différence
entre ce jeu de données et le précédent est le nombre d’électrodes.

3. Laboratoire : ce jeu de données a été enregistré dans notre laboratoire au cours de la
première campagne de test Brain-Switch. Il est composé de 8 sujets, les signaux étant
enregistrés sur 16 électrodes. Il comporte un total de 60 réalisations sur 3 classes (20
par classe). Les 3 classes sont le mouvement imaginé de la main droite, le mouvement
imaginé du pied et également une tâche repos où l’utilisateur ne fait rien. Pour chaque
réalisation, on utilisera les 3 secondes de données consécutives à la présentation de la
consigne.

Les deux premiers jeux de données sont enregistrés dans des conditions bien mâıtrisées,
les signaux sont donc relativement propres. Le premier, comportant 22 électrodes et 576
réalisations, est idéal pour évaluer la performance de nos algorithmes, la dimension de la
variété (m = 253) étant inférieure au nombre de réalisations. Le second qui comporte 60
électrodes, permet de se confronter aux problèmes liés à la très grande dimension de la
variété (m = 1830). Enfin, le troisième jeu de données est enregistré au laboratoire dans
des conditions de vie courante i.e. dans un bureau de travail standard équipé de plusieurs
ordinateurs et autres dispositifs électriques sources de bruit. Il comporte également peu de
réalisations (I = 60) pour une variété de dimension m = 136. On est donc en présence d’un
cas difficile avec des signaux bruités et un faible nombre de réalisations.

Les performances seront données en pourcentage de réalisations correctement classées.
Le taux de classification correcte réalisée par chance est de 25% pour les deux jeux de
données 4 classes et de 33% pour le jeu de données 3 classes. Les performances seront
comparées à celles obtenues par une implémentation de l’algorithme de référence constitué
d’un filtrage spatial par CSP multi-classe (décrit section 3.2.4) et d’une classification par
classifieur de Bayes 5 (fonction classify de Matlab) sur la log-variance des signaux filtrés.
Les 8 meilleurs filtres spatiaux seront sélectionnés par la méthode basée sur l’information
mutuelle [50] (section 3.2.4, équation (3.14)).

k-NN

La figure 4.10 donne l’évolution des performances moyennes en classification pour l’algo-
rithme k-NN en fonction du nombre de voisins (en pourcentage du nombre I de réalisations
disponible dans le jeu de données). Comme on s’y attend, les performances pour la distance
Euclidienne sont faibles. Les 3 autres distances offrent des performances proches, avec un
maximum de 63% pour un nombre de voisins compris dans une plage de 10 à 25% du nom-
bre total de réalisations. La distance Riemannienne offre les meilleures performances, suivie
par la distance de Kullback-leibler puis par la distance Log-Euclidienne.

3. http ://www.bbci.de/competition/iv/
4. http ://www.bbci.de/competition/iii/
5. Les jeux de données étant multi-classe, nous n’utiliserons pas la LDA.
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Figure 4.10 – Performances en classification pour l’algorithme k-NN en fonction du rap-
port k/I i.e du nombre de voisins sur le nombre total de points disponibles dans la base
d’apprentissage. Validation croisée (30-fold).

La table 4.1 donne les performances détaillées pour les différents jeux de données et
pour un nombre k = 15 de voisins. Utilisé avec la distance Riemannienne, l’algorithme k-
NN réalise 64% de classification correcte. En comparaison, l’algorithme de référence réalise
un score de 65.5%. Sur la plupart des sujets, la méthode de référence offre des résultats
légèrement meilleurs. Pour certains sujets (A8, A9, k6, UB, UI) l’algorithme k-NN apporte
une amélioration significative (+10%). L’utilisation de la distance Euclidienne se montre
inefficace dans la plupart des cas.

MDM

La table 4.2 présente les résultats pour la méthode MDM. On observe des performances
en légère amélioration par rapport à la méthode de référence avec 66% de classification
correcte pour l’utilisation de la distance Riemannienne. De la même manière que pour
l’algorithme k-NN, on retrouve les mêmes tendances, avec la distance Euclidienne inefficace,
les 3 autres distances offrant des résultats similaires.

Sur des données propres (jeu IV-IIa), la distance Riemannienne offre des résultats
équivalents à la méthode de référence. En revanche, cette méthode résiste bien à l’augmen-
tation de la dimension de l’espace, avec des performances moyennes en légère augmentation
sur les jeux de données III-IIIa et Labo.

Conclusion

L’adaptation des algorithmes de l’état de l’art à une nouvelle définition de la distance
est donc efficace pour résoudre notre problématique de classification. Cette approche, bien
que n’offrant pas une grande amélioration en termes de performances, est extrêmement sim-
ple à mettre en œuvre et constitue une première tentative très encourageante d’utilisation
de la géométrie Riemannienne appliquée aux ICMs. Les résultats obtenus avec cette nou-
velle approche, permettant de classer directement les matrices de covariance, sont pénalisés
par l’emploi d’algorithmes de classification qui ne permettent pas de s’affranchir des in-
formations non-pertinentes contenues dans les signaux. Ainsi, on peut s’attendre à une
augmentation conséquente des performances avec l’emploi d’algorithmes de classification
plus évolués. L’algorithme MDM a été présenté lors de la conférence LVA/ICA 2010 [8],
ainsi que dans un article en cours de publication dans le journal IEEE Transaction on
Biomedical Engineering [10].



4.4. CLASSIFICATION DANS LA VARIÉTÉ RIEMANNIENNE 77

k-NN - Type de Distance
User Riemann Kullback LogEuclidienne Euclidienne CSP

IV
-I
Ia

A1 74.2 72.3 76.3 49.3 77.8
A2 44.4 45.8 44.4 29.7 44.4
A3 80.4 80.9 78.7 45.3 82.2
A4 52.2 53.4 50.9 37.9 58.0
A5 37.3 35.2 38.5 28.3 41.0
A6 44.3 43.5 41.5 32.6 49.2
A7 73.0 72.7 70.2 33.5 80.6
A8 80.9 81.6 79.8 52.0 71.2
A9 84.1 83.2 80.8 54.2 79.4
moyenne 63.5 63.2 62.3 40.3 64.8

II
I-
II
Ia

k3 86.4 83.3 84.7 52.8 91.1
k6 53.3 47.5 49.6 38.3 44.2
l1 67.9 63.3 57.1 39.6 81.7
moyenne 69.2 64.7 63.8 43.6 72.3

L
ab

or
at
oi
re

UA 61.7 61.7 61.7 46.7 75.0
UB 70.0 71.7 70.0 40.0 61.7
UE 56.7 51.7 53.3 51.7 63.3
UG 46.7 45.0 50.0 26.7 51.7
UH 45.0 41.7 36.7 43.3 45.0
UI 88.3 86.7 86.7 65.0 81.7
UJ 75.0 76.7 75.0 53.3 68.3
UL 60.0 58.3 58.3 30.0 63.3
moyenne 62.9 61.7 61.5 44.6 63.8
Moyenne 64.1 62.8 62.2 42.5 65.5
Std 16 16.6 16.3 10.5 15.6

Table 4.1 – Performances pour la méthode de classification des k plus proches voisins.
Utilisation de 15 voisins (k = 15) en validation croisée (30-fold).
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MDM - Type de Distance
User Riemann Kullback LogEuclidienne Euclidienne CSP

IV
-I
Ia

U1 78.9 78.0 77.8 40.1 77.8
U2 48.3 46.6 44.7 25.9 44.4
U3 77.5 76.0 72.7 41.7 82.2
U4 58.3 57.3 54.5 37.6 58.0
U5 44.2 42.8 40.9 23.0 41.0
U6 47.0 47.3 44.9 33.8 49.2
U7 74.1 73.4 70.1 33.3 80.6
U8 75.7 75.5 72.4 37.2 71.2
U9 76.4 75.9 74.7 48.8 79.4
moyenne 64.5 63.6 61.41 35.7 64.8

II
I-
II
Ia

k3 87.2 84.7 83.9 41.1 91.1
k6 56.7 55.8 53.3 39.2 44.2
l1 80.0 79.2 70.0 29.2 81.7
moyenne 74.6 73.2 69.1 36.5 72.3

L
ab

or
at
oi
re

UA 75.0 73.3 73.3 41.7 75.0
UB 66.7 66.7 73.3 41.7 61.7
UE 58.3 55.0 55.0 40.0 63.3
UG 55.0 55.0 48.3 25.0 51.7
UH 51.7 51.7 50.0 40.0 45.0
UI 81.7 83.3 81.7 66.7 81.7
UJ 75.0 76.7 73.3 53.3 68.3
UL 60.0 60.0 66.7 25.0 63.3
moyenne 65.4 65.2 65.2 41.7 63.8
moyenne 66.4 65.7 64.1 38.2 65.5
std 13.3 13.4 13.6 10.4 15.6

Table 4.2 – Performances pour la méthode de classification MDM en validation croisée
(30-fold).



Chapitre 5

Géométrie Riemannienne :
Espace tangent

Le chapitre précédent a présenté des techniques de classification dans la variété Rieman-
nienne. Ces méthodes permettent une mise en œuvre simple de la classification de signaux
EEG, en les appliquant directement sur les matrices de covariance spatiale extraites sur des
portions de signaux EEG bruts ou préalablement filtrés fréquentiellement. Dans ce contexte,
la problématique principale vient du fait que les signaux EEG sont extrêmement bruités, et
donc que les caractéristiques (matrices de covariance) sur lesquelles on applique la classifica-
tion perdent en spécificité. En s’appuyant sur le concept de plan tangent, nous présenterons
dans ce chapitre des méthodes permettant de résoudre cette problématique.

5.1 Introduction

Il est généralement d’usage de filtrer les caractéristiques pour s’affranchir d’une partie du
bruit qui perturbe le calcul des distances. Une manière d’effectuer ce filtrage est de séparer
l’espace des caractéristiques en deux sous-espaces, un espace signal et un espace bruit, et
de classifier les données uniquement dans le sous-espace signal. On peut alors utiliser des
techniques de séparation de sources, une analyse en composantes principales (PCA) ou une
analyse discriminante linéaire (LDA).

Ces outils sont généralement conçus pour des espaces euclidiens et utilisent des tech-
niques de projection pour séparer ces sous-espaces. Ces techniques ne sont pas directement
utilisables dans la variété Riemannienne. Il est alors nécessaire de définir des nouveaux
outils afin de mener à bien ces opérations directement sur les matrices de covariance dans
le contexte de la géométrie Riemannienne.

5.1.1 Opérateur exponentiel et logarithmique

Pour chaque point Σ ∈ P (n) de la variété, il existe un espace tangent composé de
l’ensemble des vecteurs tangents àΣ. Chaque vecteur tangent Si peut être interprété comme
la dérivée à t = 0 de la géodésique Γi(t) reliant le point Σ à un point Σi particulier de la
variété :

Si =
dΓi(t)

dt

����
t=0

= Σ
1
2 log

�
Σ− 1

2ΣiΣ
− 1

2

�
Σ

1
2 . (5.1)

On nomme alors projection logarithmique l’opérateur défini par :

LogΣ (Σi) = Si = Σ
1
2 log

�
Σ− 1

2ΣiΣ
− 1

2

�
Σ

1
2 (5.2)

La projection exponentielle Σi = ExpΣ (Si), définie par

ExpΣ (Si) = Σi = Σ
1
2 exp

�
Σ− 1

2SiΣ
− 1

2

�
Σ

1
2 (5.3)

en est l’opération inverse. Ici les opérateurs exp(.) et log(.) sont les opérateurs exponentiel
et logarithmique d’une matrice.
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Figure 5.1 – Illustration du plan tangent au point Σ, avec Si le vecteur tangent de Σi

et Γi(t) la géodésique entre Σ et Σi. Le passage dans le plan tangent s’effectue par l’in-
termédiaire de la carte logarithmique et le retour dans la variété par la carte exponentielle.

Ces deux opérateurs permettent donc le passage de la variété Riemannienne vers le plan
tangent et vice-versa. Cette procédure est présentée géométriquement par la Fig. 5.1.

On peut définir également la distance Riemannienne à partir de ce vecteur tangent :

δR(Σ,Σi) = �LogΣ (Σi) �Σ = �Si�Σ
= �Σ− 1

2LogΣ (Σi)Σ
− 1

2 �IC = �Σ− 1
2LogΣ (Σi)Σ

− 1
2 �F (5.4)

= �upper
�
Σ− 1

2LogΣ (Σi)Σ
− 1

2

�
�2 = �si�2.

(5.5)

avec l’opérateur upper(.) qui consiste à garder la partie triangulaire supérieure de la matrice
symétrique et de la vectoriser en appliquant un poids unitaire pour ses éléments diagonaux et

un poids de
√
2 pour les éléments hors diagonale [116]. Ici si = upper

�
Σ− 1

2LogΣ (Σi)Σ
− 1

2

�

est le vecteur de dimension m de l’espace tangent normalisé.
Sous certaines conditions surΣ etΣi [116], l’équation (5.4) conduit à une approximation

en termes de distance entre les éléments de l’espace tangent et ceux de la variété, c’est-à-
dire :

∀i, j δR(Σi,Σj) ≈ �si − sj�2. (5.6)

Pour que les conditions menant à cette approximation soient vérifiées, il faut que les Σi

soient distribués localement sur la variété, c’est-à-dire localisés sur une petite partie de la
variété et que Σ, le point où est calculé l’espace tangent, soit la moyenne des Σi.

Ce résultat est fondamental, il nous permet de travailler dans le plan tangent avec
des outils de la géométrie Euclidienne en conservant une bonne représentation
de la variété Riemannienne.

5.2 Filtrage géodésique

5.2.1 Principe

A partir de ces nouveaux outils, nous allons chercher à appliquer des opérations dans
le but de dé-bruiter les données et ainsi augmenter les performances de la classification. La
procédure de filtrage se déroule en 3 étapes

1. Projection dans le plan tangent : on projette l’ensemble des données dans le
plan tangent grâce à l’opérateur logarithmique, équation (5.2). On obtient un nouvel
ensemble de matrices symétriques Si que l’on vectorise et pondère pour obtenir des
vecteurs si de dimension m.
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2. Filtrage dans le plan tangent : on effectue les opérations de filtrage classique sur
ces nouvelles caractéristiques si.

3. Rétro-projection dans la variété : après filtrage, on renvoie les vecteurs dans la
variété Riemannienne par l’intermédiaire de l’opérateur exponentiel, équation (5.3).
On peut ensuite appliquer une des techniques de classification dans la variété Rie-
mannienne présentées dans la section 4.4.

5.2.2 Filtrage par projection linéaire

Soit Ω = {Σi} un ensemble de matrices de covariance qu’on souhaite ”filtrer”. On estime
en premier lieu la matrice moyenne de l’ensemble des données Σ̄ = G(Σi). Cette matrice
moyenne sert de point de référence pour le calcul de l’espace tangent. En effet, comme vu
à la section 5.1.1, c’est au niveau de la moyenne géométrique que l’on obtient la meilleure
approximation sur les distances entre les points entre le plan tangent et la variété. On
projette ensuite les données pour obtenir les vecteurs de l’espace tangent réduit :

si = upper
�
Σ̄− 1

2LogΣ̄ (Σi) Σ̄
− 1

2

�
(5.7)

avec l’opérateur upper(.) défini section 5.1.1. Les vecteurs ainsi obtenus sont de dimension
m.

Nous allons appliquer ensuite un filtrage de type linéaire, c’est-à-dire que l’opération de
filtrage prendra la forme suivante :

s̃i = Wsi (5.8)

avec W = [w1 . . .wJ ]
T ∈ RJ×m une matrice constituée par la concaténation des J < m

filtres de m coefficients. Les filtres wj peuvent être obtenus indifféremment par plusieurs
méthodes, en fonction des caractéristiques du filtrage que l’on souhaite réaliser.

Le filtrage réalisé par l’équation (5.8) a pour effet de réduire la dimension de l’espace
de représentation, en plus d’effectuer un changement de base, ce qui empêche en retour
d’utiliser la carte exponentielle pour renvoyer les données dans la variété. Pour palier à ce
problème on utilisera comme projecteur la matrice Ŵ ∈ Rm×m qui renvoie les données
filtrées dans leur base originelle. Ce projecteur est donné par l’équation suivante :

Ŵ = WT
�
WWT

�−1
W (5.9)

alors

ŝi = Ŵsi (5.10)

Finalement, on utilise l’opérateur upper−1(.) pour remettre le vecteur sous forme de
matrice symétrique puis on utilise l’opérateur exponentiel pour renvoyer l’élément filtré
dans la variété Riemannienne :

Σ̂i = ExpΣ̄

�
Σ̄− 1

2 upper−1 (ŝi) Σ̄
− 1

2

�
(5.11)

Chaque filtre wj pointe une direction de l’espace tangent. L’opération effectuée par le
filtrage équation (5.10) projette les données sur un hyperplan défini par J droites de l’espace
tangent. Le passage dans la variété projette alors les données sur une sous-variété définie
par J géodésiques. On appelle ainsi cette opération filtrage géodésique.

Une approche similaire a été développée dans [39] sous le nom de Principal Geodesic
Analysis. Il s’agissait d’effectuer une analyse en composantes principales dans le plan tan-
gent et de reconstruire les formes principales à partir des modes de variations de la PCA
dans le cadre de tenseur de diffusion en imagerie médicale.
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Analyse en géodésiques discriminante de Fisher (FGDA)

Notre approche est différente de [39] car nous allons utiliser cette technique de fil-
trage dans le but de dé-bruiter les matrices de covariance dans l’optique d’augmenter la
séparabilité des classes dans la variété Riemannienne.

Les filtres seront ainsi calculés par une analyse discriminante de Fisher, et en parti-
culier sa généralisation au cas multi-classe, décrite dans la section 3.3.2. Étant donné la
grande dimension de l’espace tangent, on utilisera une estimation régularisée de la ma-
trice de covariance intra-classe des données. Cette estimation est réalisée par la technique
de shrinkage (équation B.8), dont le paramètre de shrinkage est calculé automatiquement
selon la méthode décrite en Annexe A et présentée dans [18].

La matrice de covariance inter-classes Sb étant de rang K−1, on utilisera généralement
moins de K − 1 filtres pour la projection. On applique ensuite la procédure de filtrage
décrite dans la section 5.2.1.

La figure 5.2 illustre ce principe sur des données synthétiques à deux classes et pour
des matrices 2 × 2. Les données sont projetées sur le plan tangent, puis les composantes
qui maximisent la séparabilité des classes sont calculées et les données filtrées selon ces
directions. Les données filtrées, qui appartiennent à un sous-espace du plan tangent, sont
rétro-projetées dans la variété.
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5.2.3 Résultats

La table 5.1 donne les résultats du filtrage géodésique utilisé en combinaison des deux al-
gorithmes de classification supervisée dans la variété (avec distance Riemannienne) présentés
dans la section 4.4.

sans filtrage avec filtrage
User k-NN MDM k-NN MDM CSP

IV
-I
Ia

A1 74.2 78.9 80.8 79.5 77.8
A2 44.4 48.3 48.0 50.1 44.4
A3 80.4 77.5 88.8 88.6 82.2
A4 52.2 58.3 61.5 62.5 58
A5 37.3 44.2 43.6 46 41
A6 44.3 47.0 54.8 57.7 49.2
A7 73.0 74.1 80.6 82.2 80.6
A8 80.9 75.7 85.2 84.5 71.2
A9 84.1 76.4 87.5 88.2 79.4
moyenne 63.5 64.5 70.1 71 64.8

II
I-
II
Ia

k3 86.4 87.2 94.7 94.4 91.1
k6 53.3 56.7 66.3 63.8 44.2
l1 67.9 80.0 81.7 82.5 81.7
moyenne 69.2 74.6 80.9 80.3 72.3

L
ab

or
at
oi
re

UA 61.7 75.0 76.7 73.3 75.0
UB 70 66.7 68.3 70 61.7
UE 56.7 58.3 83.3 83.3 63.3
UG 46.7 55 50 56.7 51.7
UH 45.0 51.7 48.3 51.7 45
UI 88.3 81.7 83.3 85 81.7
UJ 75 75 80 78.3 68.3
UL 60 60 61.7 65 63.3
moyenne 62.9 65.4 69 70.4 63.8
Moyenne 64.1 66.4 71.3 72.1 65.5
Std 16 13.3 15.8 14.6 15.6

Table 5.1 – Performances pour les méthodes de classification k-NN et MDM en combinaison
du filtrage géodésique par analyse discriminante en validation croisée (30-fold)

L’application d’un filtrage dans l’espace tangent, en combinaison avec une classification
dans la variété, permet d’augmenter de manière significative les performances pour tous les
utilisateurs. Ainsi avec une classification de type MDM, on obtient un taux de classification
correcte de 72%, ce qui constitue une amélioration de 7% par rapport à la méthode de
référence. L’application d’une analyse statistique par l’intermédiaire d’un t-test par paires
pour l’hypothèse H0 : µ1 > µ2 (les performances moyennes de la méthode 1 sont meilleures
que celles de la méthode 2), dont les p-valeurs sont données table 5.2, montrent que cette
amélioration par rapport à la méthode de référence est très significative (p < 0.05).

IV-IIa III-IIIa Labo Combinaison
FG+kNN vs. CSP 0.0025 0.168 0.044 0.0016
FG+MDM vs. CSP 0.0005 0.156 0.0118 0.0001

Table 5.2 – p-valeurs pour un t-test par paires sous l’hypothèse H0 : µ1 > µ2. La combi-
naison sur les différents tests est effectuée par la méthode de Edgington [32].
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L’utilisation d’une estimation régularisée de la matrice de covariance Sw est partic-
ulièrement efficace. En effet, les résultats sur le jeu de données III-IIIa ne montrent pas de
dégradation dans les performances. On note même une augmentation de plus de 20% sur
le sujet k6 par rapport à la méthode de référence. Enfin, on observe également de bonnes
performances sur le jeu de données enregistré au laboratoire, avec 3 sujets (UA,UE,UJ)
montrant une amélioration supérieure à 10%. Ce dernier jeu étant fortement bruité, il était
donc prévisible d’obtenir de tels résultats.

Il est intéressant d’observer que l’introduction du filtrage géodésique diminue l’écart de
performance entre la méthode k-NN et MDM. On rappellera également que cette méthode
ne nécessite le réglage d’aucun paramètre, le nombre de filtres utilisés étant conditionné par
le nombre K de classes. Ainsi, cette méthode offre d’excellents résultats pour un minimum
d’efforts, elle constitue donc une solution réellement intéressante pour la mise en œuvre
rapide d’ICMs.

Cette procédure de filtrage géodésique a été présentée à la conférence LVA/ICA en
2010 [8].

5.3 Classification dans le plan tangent

La section précédente a présenté l’utilisation du plan tangent dans le but de filtrer les
matrices de covariance avant classification dans la variété Riemannienne. Si dans certaines
applications, le retour dans la variété Riemannienne peut être intéressant, il est finalement
équivalent de rester dans le plan tangent pour effectuer la classification.

5.3.1 Introduction

Le passage dans l’espace tangent peut être considéré comme une étape de pré-traitement,
ou d’extraction de caractéristiques, permettant de se placer dans un espace où l’informa-
tion spatiale contenue dans les matrices de covariance est directement accessible par des
classifieurs linéaires ou non-linéaires. Ainsi, on pourra utiliser des classifieurs plus évolués,
tel que la LDA, les SVM ou la régression logistique. On pourra observer en figure 5.3 la
distribution des données pour une des variables du plan tangent et la comparer à celle
obtenue après un filtrage spatial par CSP.

−2 −1.5 −1 −0.5 0 0.5 1 1.5 2
Valeur des essais pour une composante du plan tangent

Main droite

Main gauche

Pied

Langue

−3.5 −3 −2.5 −2 −1.5 −1 −0.5 0 0.5 1 1.5 2 2.5
Valeur des essais pour le meilleur filtre spatial par CSP

Main droite

Main gauche

Pied

Langue

Figure 5.3 – Distribution des données sur une caractéristique du plan tangent (à gauche)
et sur une caractéristique obtenue par filtrage spatial par CSP (à droite). Sujet A1.

Bien que la variable obtenue par CSP soit plus discriminante, les distributions sont
relativement semblables. Le passage dans le plan tangent permet donc d’avoir accès à des
caractéristiques d’une qualité similaire à celles obtenue par CSP. De plus on notera que le
passage dans le plan tangent est une opération non-supervisée, contrairement à la CSP, ce
qui évite donc les problématiques liées au sur-apprentissage de la méthode d’extraction de
caractéristiques.

On utilisera également la moyenne géométrique de l’ensemble des données comme point
de passage dans le plan tangent, ce qui permet de minimiser l’erreur entre la distance
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Euclidienne dans le plan tangent et la distance Riemannienne dans la variété.
Une vérification sur nos données EEG montre que cette approximation est de l’ordre de
2% c’est-à-dire qu’en moyenne, on observe un écart de 2% entre la valeur de la distance
Riemannienne entre deux points de la variété et la distance Euclidienne dans le plan tangent
entre les deux vecteurs tangents correspondants. Cette approximation est suffisamment
faible pour être négligeable.

La problématique principale induite par le passage dans le plan tangent est la grande

dimension de cet espace. Pour C électrodes, la dimension est m = C(C+1)
2 . En considérant

les montages classiques à 16, 32 ou 64 électrodes, le plan tangent sera respectivement de
dimension 135, 528 et 2080. On arrive donc rapidement à avoir la dimension de l’espace
qui dépasse le nombre de réalisations utilisées pour entrâıner le classifieur. En pratique,
cela entrâınera, dans la majorité des cas, du sur-apprentissage de la part de l’algorithme de
classification, et le classifieur obtenu ne sera plus généralisable. Ce phénomène est connu
sous le nom de fléau de la dimension (Curse of dimensionality).

Pour résoudre ce problème, on dispose globalement de 3 approches que l’on peut appli-
quer seules ou combinées :

1. Sélection d’électrodes. Ce point particulier fera l’objet du chapitre 6.

2. Sélection de caractéristiques.

3. Classification régularisée.

5.3.2 Sélection de caractéristiques et classification

On peut faire l’hypothèse que l’ensemble des m dimensions de l’espace ne sont pas
toutes utiles pour la classification et ne portent pas toute une information complémentaire.
Ainsi on pourra sélectionner un sous-ensemble de caractéristiques dans le but de réduire la
taille de l’espace avant d’y effectuer la classification. Les variables de l’espace tangent sont
fortement corrélées entre elles. Lorsqu’on cherche à effectuer une sélection de variables en les
considérant séparément, on risque alors de sélectionner successivement des variables portant
la même information. Afin d’éviter ce problème, une première étape consiste à dé-corréler
les caractéristiques, en effectuant par exemple une PCA. Soit si ∈ Rm×1 un vecteur du plan
tangent, et S = [s1 . . . sI ] ∈ Rm×I la matrice formée de ces I vecteurs, les m variables sont
alors décorrélées par l’intermédiaire d’une décomposition en valeurs singulières (SVD) :

S = UΛVT (5.12)

avec U ∈ Rm×m et V ∈ RI×I deux matrices orthogonales et Λ ∈ Rm×I la matrice diagonale
composée des valeurs singulières de S.

On projette les vecteurs S du plan tangent dans la base orthogonale U :

So = UTS (5.13)

pour obtenir un nouveau jeu de vecteurs So où les m variables sont décorrélées (et de
matrice de covariance Λ2).

On applique ensuite une analyse de variance (Anova) pour chacune des m dimensions
de So afin de rechercher les variables pour lesquelles les distributions de chaque classe sont
significativement différentes. Puis, on les trie en fonction des p-valeurs ainsi obtenues. Enfin,
on utilise un algorithme wFDR (weighted False Discovery Rate) [16] pour sélectionner le
nombre optimal de variables. Les valeurs singulières de S sont alors utilisées comme poids
dans la procédure wFDR afin de donner la priorité aux variables qui représentent au mieux
la structure des données.

Cette procédure nous permet d’obtenir un jeu de variables de dimension réduite sur
lequel on appliquera un algorithme de classification standard tel que la LDA ou le SVM
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dans le plan tangent. Dans notre cas, nous utiliserons, après sélection de ces caractéristiques,
un classifieur de Bayes (fonction classify de Matlab), identique à celui utilisé par la méthode
de référence.

5.3.3 Classification par régression logistique régularisée

La régression logistique régularisée, présentée section 3.3.4, effectue automatiquement
la sélection des variables d’intérêt sur lesquelles la classification sera appliquée. On pourra
alors utiliser directement cette méthode de classification dans l’espace tangent, avec peu de
risque de sur-apprentissage.

La figure 5.4 montre la valeur de chaque coefficient des βk (poids des variables explica-
tives) pour un problème à 4 classes. On observe ainsi que la majorité des coefficients est
nulle.
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Figure 5.4 – Coefficients des 4 vecteurs βk pour la régression logistique régularisée. User
A1, α = 0.95

On pourra également augmenter la puissance de la régularisation en réduisant une
première fois l’espace tangent par une ACP régularisée (diagonalisation de la matrice de
covariance estimée par shrinkage) :

Λ = UTSwU (5.14)

où Λ = diag({λn}) est une matrice diagonale et Sw est la matrice de covariance des car-
actéristiques S. On conservera alors les m∗ nouvelles composantes qui portent 80% de
l’énergie des données :

m∗ = argmin
l

�����

�l
n=1 λn�m
n=1 λn

− 0.8

����� (5.15)

Cette étape permet de réduire une première fois la dimension de l’espace en supprimant
les composantes inutiles. La valeur de 80% est choisie arbitrairement. La régression logis-
tique embarquant une sélection de variables, le choix de cette valeur n’est pas critique. En
pratique cette méthode diminue de moitié la dimension de l’espace.
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5.3.4 Kernel-SVM

De manière intéressante, le passage dans l’espace tangent peut être vu comme la pro-
jection des données (les matrices de covariance) par une fonction noyau qui aurait pour
effet de linéariser l’espace de départ. Ainsi si les données dans la variété Riemannienne ont
peu de chance d’être séparables par un hyperplan du fait de la courbure de cette variété,
il est plus probable qu’elles le soient dans le plan tangent. Cette vision est proche de celle
développée dans les SVM, on va donc chercher à expliciter la fonction noyau qui permettra
de classifier les matrices de covariance directement par un classifieur SVM.

Soit φ(.) la fonction de projection, on définit généralement la fonction noyau K(., .) à
partir du produit scalaire dans l’espace où les données ont été projetées. Soient Σi et Σj

deux points de l’espace de départ, dans notre cas celui des matrices SPD, la fonction noyau
K(., .) est définie par :

K(Σi,Σj) = �φ(Σi),φ(Σj)� (5.16)

Or, en géométrie Riemannienne, la métrique est justement définie à partir du produit
scalaire dans le plan tangent, c’est-à-dire du produit scalaire dans l’espace projeté. Il est
alors évident d’utiliser la métrique Riemannienne comme fonction noyau de notre SVM. A
partir de l’équation de la métrique (4.14), de la fonction de passage dans le plan tangent
(5.2) et de la définition de la fonction noyau (5.16), on obtient :

KΣ(Σi,Σj) = Tr
�
log

�
Σ− 1

2ΣiΣ
− 1

2

�
log

�
Σ− 1

2ΣjΣ
− 1

2

��
(5.17)

avec Σ le point de passage dans le plan tangent, qui peut être considéré comme un
paramètre du noyau.

On remarquera toutefois que l’on dispose d’une formulation explicite de la fonction de
projection φ(.) puisque c’est l’opérateur logarithmique donné en équation (5.2). On pourra
alors, de manière équivalente, classifier les matrices avec le noyau présenté ici, ou passer
l’ensemble des données dans l’espace tangent et les classifier en utilisant un classifieur SVM
linéaire. Cependant, l’utilisation de la fonction noyau offre une approche élégante pour
la classification des signaux EEG, car elle est extrêmement simple à mettre en œuvre. En
particulier, si on considère la matrice identité comme point de passage dans l’espace tangent,
la fonction noyau prend la forme suivante :

KIC (Σi,Σj) = Tr [log (Σi) log (Σj)] (5.18)

ce qui sera certes moins efficace que l’utilisation du noyau (5.17) mais qui possède l’avantage
de ne plus dépendre d’aucun paramètre (mis à part ceux requis par le SVM), et qui pourrait
être appliqué de manière aveugle pour la classification des signaux EEG. L’implémentation
de cette méthode revient alors simplement à ajouter une fonction noyau aux algorithmes
SVM existants. De cette manière, on profite des avantages de la géométrie Riemannienne
sans les inconvénients liés à l’implémentation relativement complexe de l’ensemble des
méthodes. Finalement, la géométrie Riemannienne offre un moyen de choisir un noyau,
ce qui généralement est une tâche ardue pour la classification SVM.

5.3.5 Résultats

La table 5.3 donne les résultats pour les 3 méthodes de classification dans le plan tangent
et la table 5.4 donne les résultats en terme de p-valeurs pour les t-test appliqués sur ces
résultats.
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User Sélection regLog SVM CSP

IV
-I
Ia

A1 80.9 79.3 70.3 77.8
A2 52.0 53.1 55.1 44.4
A3 86.0 86.7 80.9 82.2
A4 62.1 57.6 62.8 58.0
A5 43.1 48.5 50.5 41.0
A6 55.5 51 57.2 49.2
A7 84.6 80 76.4 80.6
A8 85.3 85.4 83.5 71.2
A9 85.9 85.2 76.4 79.4
moyenne 70.6 69.7 68.1 64.8

II
I-
II
Ia

k3 69.7 93.3 83.3 91.1
k6 20.4 63.7 60.4 44.2
l1 23.3 82.1 77.5 81.7
moyenne 37.8 79.7 73.7 72.3

L
ab

or
at
oi
re

UA 68.3 65 76.7 75.0
UB 60.0 66.6 71.7 61.7
UE 60.0 80 66.7 63.3
UG 33.3 61.7 56.7 51.7
UH 61.7 45 51.7 45.0
UI 80.0 85 80.0 81.7
UJ 73.3 75 78.3 68.3
UL 48.3 53.3 63.3 63.3
moyenne 60.6 66.5 68.1 63.8
moyenne 61.7 69.9 69.0 65.5
std 20.3 15.1 11.0 15.6

Table 5.3 – Performances pour les méthodes de classification dans l’espace tangent en
validation croisée (30-fold)

IV-IIa III-IIIa Labo Combinaison
Selec vs. CSP 0.0007 0.95 0.77 0.66
regLog vs. CSP 0.009 0.175 0.218 0.01
SVM vs. CSP 0.11 0.43 0.012 0.028

Table 5.4 – p-valeurs pour un t-test par paires sous l’hypothèse H0 : µ1 > µ2. La combi-
naison sur les différents tests est effectuée par la méthode de Edgington [32].

Sélection : la méthode fondée sur la sélection de variables offre les meilleurs résultats
sur le premier jeu de données, qui dispose d’un nombre suffisant de tests par rapport à la
dimension de l’espace tangent, avec une amélioration significative (p = 0.0007). En revanche
elle offre de très mauvaises performances dans le cas du jeu III-IIIa, la sélection de variables
présentée en section 5.3.2 est donc peu efficace quand le nombre de dimensions est très
important.

regLog : en revanche, la régression logistique régularisée traite très efficacement ce cas,
elle offre les meilleures performances avec près de 80% de classification correcte sur le jeu
de données III-IIIa et une amélioration de 7% presque significative (p = 0.175) sur ce jeu
de données. Cette méthode montre également les meilleures performances globales, avec
environ 70% de classification correcte sur l’ensemble des utilisateurs.
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SVM : c’est avec la SVM qu’on obtient les meilleurs résultats sur le dernier jeu de données,
avec une amélioration significative de 5% (p = 0.012). C’est également la méthode la plus
simple puisqu’elle consiste uniquement à utiliser le noyau équation (5.17) (qui est équivalent
à l’application d’un SVM linéaire dans l’espace tangent), sans sélection de caractéristiques.

On observe au final des performances légèrement inférieures au cas du filtrage géodésique.
En revanche, on conserve une marge de progression importante, grâce à l’optimisation,
spécifique à chaque utilisateur, des paramètres des différents classifieurs.

5.4 Conclusion

Ce chapitre a présenté plusieurs méthodes de classification originales fondées sur la
géométrie Riemannienne de la variété des matrices de covariance. Ces nouvelles méthodes
se classent sur 3 niveaux différents :

Classification dans la variété. Á l’aide de la définition de la distance et de la moyenne,
il est possible de classer directement dans la variété les matrices de covariance estimées sur
des portions de signal EEG correspondant à des réalisations de diverses tâches mentales.
La méthode offrant les meilleurs résultats est basée sur un algorithme de distance minimale
aux centröıdes (MDM). Elle ne nécessite le réglage d’aucun paramètre et a donc une mise
en œuvre très simple, tout en offrant des performances similaires aux algorithmes de l’état
de l’art. De plus, elle se montre très efficace dans la plupart des cas, en particulier quand les
données sont bruitées et peu nombreuses. Ce type de méthode est donc tout à fait indiqué
pour la mise en œuvre rapide d’expérimentations EEG.

Filtrage géodésique et classification dans la variété. Grâce à l’utilisation de l’es-
pace tangent, il est possible d’appliquer des opérations de ”filtrage” sur les matrices de
covariance et ainsi réduire le bruit contenu dans les données en vue d’augmenter les perfor-
mances en classification des méthodes précédentes. Ainsi, un filtrage fondé sur une analyse
discriminante linéaire a permis d’augmenter les performances de plus de 7% pour l’algo-
rithme MDM. Les filtres doivent toutefois être calculés avec soin, souvent par des méthodes
régularisées car le plan tangent est de grande dimension.

Classification dans le plan tangent. En projetant les données dans le plan tangent
grâce à l’opérateur logarithmique, on pourra appliquer de manière équivalente des algo-
rithmes de classification complexes, comme la SVM ou la régression logistique. L’utilisation
des données dans le plan tangent ouvre la voie à de nombreuses améliorations et offre un
nouvel espace de représentation des données EEG avec un accès direct à l’information spa-
tiale sans utiliser de filtrage spatial. Enfin, il est possible d’expliciter une fonction noyau
pour le SVM (équivalente à une classification SVM linéaire dans l’espace tangent) pour
classer directement les matrices de covariance et ainsi réduire l’ensemble de la châıne de
traitement ICM à une unique opération.

Parmi les 4 distances présentées, la distance Riemannienne est la plus efficace. Cepen-
dant la distance de Kullback-Leibler et la distance Log-Euclidienne constitue une bonne
alternative si l’on souhaite diminuer les temps de calcul, au prix d’une faible baisse (2%)
des performances.

On dispose donc d’un ensemble complet de méthodes permettant de classifier directe-
ment les matrices de covariance, et ainsi supprimer l’étape de filtrage spatial couramment
utilisée en ICMs. La classification dans l’espace tangent offre des résultats très promet-
teurs. Des améliorations devront être faites dans l’optique de mieux sélectionner et réduire
l’espace, ou encore pour ajuster automatiquement les paramètres des classifieurs.
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Ces divers algorithmes ont fait l’objet d’une présentation à la conférence LVA/ICA
en 2010 [8], ainsi qu’un article publié dans le journal IEEE Transactions on Biomedical
Engineering [10].
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Chapitre 6

Sélection d’électrodes

Nous avons abordé la problématique de sélection d’électrodes dès le début de la thèse. Cela
nous est apparu comme un point clef dans la réalisation d’une ICM robuste et ergonomique.
Ce chapitre propose deux méthodes originales de sélection de capteurs et de variables en
général. La première est basée sur un critère de corrélation entre les variables et a fait l’objet
d’une communication à la conférence GRETSI en 2009, la seconde exploite les concepts de la
géométrie Riemannienne et a donné lieu à un dépôt de brevet ainsi qu’à une communication
à la conférence Neural Engineering 2011.

6.1 État de l’art

But de la sélection d’électrodes. Comme il a été mentionné précédemment, lors de
la réalisation d’une ICM, on associe une ou plusieurs tâches mentales à une ou plusieurs
actions sur un effecteur. Chaque tâche mentale possède des caractéristiques fréquentielles,
temporelles et spatiales qui lui sont propres et que l’on cherche à rehausser par des tech-
niques de filtrage. Cependant, un choix judicieux de l’emplacement des électrodes peut
permettre une réduction importante de leur nombre sans perte majeure d’information.

La mise en place d’une expérimentation EEG est longue et fastidieuse, bien que le
matériel ait évolué sensiblement vers une simplification de la procédure, notamment grâce
à l’apparition des électrodes actives (cf section 2.2.3). Cette étape reste néanmoins un frein
important au développement des ICMs. En effet, la pose de chaque électrode nécessite un
soin particulier en vue d’assurer un bon contact (faible impédance) avec le scalp, condition
nécessaire à la minimisation du bruit et des artefacts. Si le domaine de la recherche peut se
satisfaire de ces exigences, il n’en est pas de même pour une utilisation en vie courante. On
utilise, dans la plupart des cas, un grand nombre d’électrodes dans le but de conserver un
maximum d’information spatiale pouvant aider à la détection de la tâche mentale. Toutefois,
les caractéristiques spatiales peuvent être très localisées, et plutôt que d’utiliser un grand
nombre d’électrodes reparties sur l’ensemble du scalp, il est possible d’utiliser un nombre
réduit d’électrodes positionnées correctement pour réhausser cette information spatiale. De
plus, certains types de traitements montrent des limitations quand le nombre d’électrodes
augmente, soit pour des raisons de sur-apprentissage pour les algorithmes de classification
comme la LDA, soit pour des raisons calculatoires comme pour les méthodes Riemanniennes.
Sélectionner intelligemment les électrodes a donc plusieurs avantages :

1. Réduire le temps de pose des électrodes et donc le temps de préparation avant
l’utilisation de l’ICM,

2. Diminuer la gêne de l’utilisateur,

3. Réduire le coût calculatoire des traitements,

4. Diminuer le coût de l’équipement

Types de sélection. En ICM, on distingue principalement 2 types de sélection d’élec-
trodes [109] :

93
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1. La sélection spécifique à l’utilisateur (patient specific) construit un sous-ensemble
d’électrodes dédié à chaque utilisateur. Elle a principalement pour but une augmen-
tation des performances de l’ICM. On effectue d’abord une première session où l’on
utilise un maximum d’électrodes afin de fournir un jeu de données sur lequel la
procédure de sélection sera appliquée. On peut ensuite conduire les autres sessions
avec un sous-ensemble réduit d’électrodes spécifique à l’utilisateur.

2. La sélection spécifique à l’application (application specific) qui cherche un sous-ensemble
d’électrodes commun à tous les sujets et qui serait construit en fonction de l’ap-
plication que l’on souhaite faire de l’ICM. Cette problématique a été abordée plus
récemment [109]. On effectue d’abord une première session sur plusieurs sujets, on
détermine le sous-ensemble optimal pour l’application donnée. On peut ensuite utiliser
le sous-ensemble pour lancer une campagne de test sur un plus grand nombre de sujets.

Le principe de fonctionnement des algorithmes de sélection d’électrodes (ou de cap-
teurs en général) est le suivant :

1. Premièrement, on définit un critère qui quantifie l’information utile portée par chaque
électrode ou sous-ensemble d’électrodes. Les critères couramment utilisés sont : le
rapport signal sur bruit [23] (nécessite la définition de ce qu’est le signal, tâche non
triviale en BCI), l’information mutuelle [68] ou encore les coefficients des filtres spa-
tiaux [125, 78].

2. Une fois le critère établi, on construit un sous-ensemble d’électrodes en cherchant à
maximiser le critère en question.

Recherche du sous-ensemble : Dans certains cas, le critère choisi permet d’obtenir di-
rectement le sous-ensemble d’électrodes. En revanche, dans la plupart des cas, la construc-
tion du sous-ensemble se fait de manière itérative. Ceci est fait dans le cadre de procédure
de recherches de sous-ensemble optimum (Quel est le sous-ensemble de C1 électrodes parmi
C maximisant le critère donné). Étant donné le nombre très important de combinaisons à
tester il est parfois impossible de faire une recherche exhaustive. Cette problématique est
proche de la sélection de variables explicatives en régression. Il est ainsi d’usage d’utiliser
des procédures de recherche pas à pas, sous-optimales :

1. Sélection montante. On initialise le sous-ensemble avec une seule variable (celle qui
maximise le critère). On ajoute ensuite une variable, on obtient une nouvelle valeur
pour le critère. On procède ainsi pour toutes les variables et on sélectionne la variable
qui a fait le plus augmenter le critère (si on cherche à maximiser le critère). On
obtient un sous-ensemble de taille 2, puis on recommence l’ajout des variables une à
une jusqu’à atteindre la taille de sous-ensemble souhaitée.

2. Sélection descendante. On initialise avec le sous-ensemble complet, on enlève une
à une les variables et on calcule la valeur du critère sur le sous-ensemble retenu.
On sélectionne le sous-ensemble qui maximise le critère et on recommence jusqu’à
atteindre la taille de sous-ensemble souhaitée.

3. Sélection descendante/montante, qui est une combinaison des deux précédentes.

Ces procédures sont plus ou moins gloutonnes selon que le calcul (unitaire) du critère
est important et que le nombre de configurations testées est élevé. De plus, cela dépendra
de la réutilisation ou non de calculs déjà effectués. Il est aussi nécessaire de définir un critère
d’arrêt pour ces procédures. Dans la plupart des cas, le critère d’arrêt repose simplement
sur le nombre d’électrodes du sous-ensemble.

Sélection embarquée. Il existe également une autre manière de réaliser une sélection qui
permet de choisir un ensemble de variables au cours de l’apprentissage des classifieurs ou des
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filtres spatiaux. Ces méthodes sont dites embarquées car la sélection est effectuée par l’algo-
rithme de classification. Ce type de sélection est généralement une conséquence de l’emploi
d’une méthode parcimonieuse (comme pour la régression logistique, cf. section 3.3.4).

Limitations. Les méthodes de sélection d’électrodes de l’état de l’art se reposent généra-
lement sur des critères en bout de châıne comme le résultat d’une classification en validation
croisée [61, 109] rendant ainsi la procédure longue et la réutilisation d’une partie des calculs
impossible. De plus les critères haut niveau débouchent sur des ensembles sélectionnés
entièrement spécifiques à la châıne de traitement utilisée et donc largement non optimaux
si l’on change un paramètre de la châıne. Il est alors dans notre intérêt de définir un critère
efficace et bas niveau pour obtenir une sélection qui pourrait être effectuée en amont et qui
resterait valide quelle que soit la châıne de traitement utilisée.

Enfin, dans l’optique d’une utilisation entièrement automatisée, c’est-à-dire sans avoir
de paramètres à régler, il serait intéressant de disposer d’une méthode de sélection qui
ajuste d’elle-même ses paramètres, principalement le nombre d’électrodes à sélectionner.

6.2 Sélection basée sur un critère de détermination

Nous avons ainsi proposé une méthode originale de sélection d’électrodes basée sur le
calcul du coefficient de détermination entre les variances des différentes électrodes et la
classe des tests. Ce travail a fait l’objet d’une communication lors de la conférence GRETSI
2009 [5].

6.2.1 Méthode

Notre sélection de modèle repose sur l’emploi du coefficient de détermination R2 qui
reflète la force du lien entre les log-variances des électrodes et la classe du test. La variable
à expliquer est la classe yi du test et les variables explicatives sont par convention les log-
variances de chacune des C électrodes. On utilise le vecteur constitué de la log-variance des
électrodes pour calculer le coefficient de détermination. Ainsi, notons vi,c la composante
i du vecteur vc, égale à la log-variance calculée sur le signal de l’électrode c ∈ {1 : C}
pendant le test i ∈ {1 : I}. On a :

vc = [v1,c . . . vI,c]
T ∈ �I×1

Le calcul du coefficient de détermination est le suivant : Soit A = [v1 . . .vC y] ∈
RI×(C+1) la matrice composée de la concaténation de tous les vecteurs de variances et
du vecteur y contenant la classe des différents tests, on calcule RA ∈ R(C+1)×(C+1) la
matrice de corrélation de A :

[RA]i,j = corr (ai,aj) (6.1)

Chaque éléments de RA représente donc la valeur de la corrélation entre 2 vecteurs
colonne de A. La matrice RA a une structure particulière que l’on résumera ainsi :

R =

�
Rv rvy
ryv 1

�

avec Rv ∈ RC×C la matrice de corrélation inter-électrodes et rvy = rTyv ∈ RC le vecteur
des corrélations entre les électrodes et la classe des tests. On obtient alors le coefficient de
détermination R2 :

R2 = rTvyR
−1
v rvy
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Ce coefficient de détermination mesure la part de variance expliquée par le modèle. En
d’autre termes, il témoigne de la qualité de la régression entre nos caractéristiques (log-
variance sur chaque électrode) et la classe des essais. Ainsi, on cherche à sélectionner un
modèle comportant un nombre minimum d’électrodes qui explique le mieux la classe des
essais. Pour pouvoir comparer des modèles avec un nombre variable k de paramètres, i.e.
d’électrodes, on utilise dans notre étude le coefficient de détermination ajusté [114] qui
permet de comparer des modèles dont le nombre de variables n’est pas constant :

R2
a = 1− I − 1

I − (c+ 1)
(1−R2)

avec I le nombre de tests et c ≤ C le nombre d’électrodes considérées. La procédure proposée
se déroule en deux étapes.

Dans un premier temps, on recherche pour un nombre donné c d’électrodes, le meilleur
sous-ensemble S∗

c de c électrodes parmi les C électrodes qui vérifie :

S∗
c = argmax

Sc

R2
a(Sc)

Cette optimisation est faite de manière non exhaustive par une technique modifiée de
régression pas à pas ascendante (forward).

Dans un second temps, on détermine le nombre minimal d’électrodes C∗ qui minimise
le critère d’information d’Akaike corrigé [1] sur l’ensemble des sous-ensembles {S∗

c }c={1:C} :

C∗ = argmin
c

AICcor(c)

avec

AICcor(c) = I ln(σ̂2(c)) + 2c+
2c(c+ 1)

I − c− 1

avec σ̂2(c) =
1

I

I�

i=1

ε2i (c)

où σ̂2(c) est une estimation de la variance des termes résiduels εi(k) de notre modèle bâti
sur le sous-ensemble d’électrodes S∗

c . La variance des termes résiduels est liée à R2
a(S

∗
c ) par :

σ̂2(c) = (1−R2
a(S

∗
c ))σ

2
y

avec σ2
y la variance des yi.

Variante Robuste. Les estimations de variance seront réalisées de manière avantageuse
par des techniques empruntées aux statistiques robustes. En effet, les signaux EEG sont
souvent contaminés par des artefacts. Ainsi, la variance des électrodes sera estimée par la
déviation absolue moyenne de la médiane (MAD) [130].

6.2.2 Illustration

Ce travail sera illustré sur l’utilisateur al du jeu de données IVa de la compétition BCI
III. On dispose de 118 électrodes, et on cherche à obtenir un sous-ensemble d’électrodes
de taille minimale qui conserve le maximum d’information vis-à-vis des 2 tâches mentales
réalisées : à savoir un mouvement imaginé de la main et du pied.

On applique donc la procédure décrite précédemment. Suite à la sélection ascendante, on
dispose de valeur R2

a maximale et de AICc minimale pour chaque taille de sous-ensemble.
On peut alors observer l’évolution de la valeur de coefficient de détermination ajusté et du
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Figure 6.1 – Évolution du coefficient de détermination ajusté et du critère d’Akaike corrigé
en fonction de la taille du sous-ensemble d’électrodes.

critère d’Akaike corrigé en fonction du nombre d’électrodes considérées comme l’illustre la
figure 6.1.

Contrairement au R2 classique, le coefficient de détermination ajusté prend en compte la
dimension du problème, la fonction n’est pas monotone. En effet si la dimension du problème
augmente pour atteindre des valeurs élevées, la complexité introduite par la dimension
supplémentaire va dépasser le gain en corrélation. L’introduction d’une nouvelle variable fait
alors chuter la valeur du R2 ajusté. On observe un maximum du R2

a pour une taille de sous-
ensemble de 60 électrodes environ. De même, la croissance est très forte pour la première
dizaine d’électrodes puis se réduit rapidement. On peut ainsi affirmer que la majeure partie
de la corrélation est portée par un nombre relativement faible d’électrodes. Dès lors, on
peut facilement imaginer qu’il existe un sous-ensemble d’électrodes quasiment optimal qui
offrirait de bonnes performances mais ne possédant pas un R2

a maximal. Intuitivement, on
pourrait placer ce point au niveau de l’inflexion de la courbe du R2

a c’est-à-dire autour de
la dizaine d’électrodes.

Le critère d’Akaike nous fournit une critère objectif dans la recherche de la taille optimale
du sous-ensemble d’électrodes. Comme on le voit sur la figure 6.1, le critère d’Akaike forme
un plateau en son minimum, plutôt que de sélectionner le minimum absolu (qui peut varier
de manière importante), il est préférable de retenir le premier point qui atteint un certain
pourcentage du minimum (ici 97% ).

La taille optimale retenue dans ce cas est de k∗ = 8 électrodes. La figure 6.2 donne la
position de ce sous-ensemble d’électrodes ainsi que la principale caractéristique spatiale.
Les électrodes sélectionnées se situent globalement au niveau des zones motrices, et la
caractéristique spatiale conserve la même topologie.

Caractéristique spatiale avant sélection des électrodes Caractéristique spatiale après sélection des électrodes

Figure 6.2 – Position des électrodes et caractéristiques spatiales avant et après sélection
d’électrodes.
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Enfin, on peut vérifier à la figure 6.3 que le sous-ensemble sélectionné est bien de taille
optimale en observant les performances finales en validation croisée (taux de classification
correcte). Notre méthode montre également de meilleures performances qu’un algorithme
similaire de l’état de l’art basé sur un critère d’information mutuelle [68].
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Figure 6.3 – Évolution du taux de classification correcte en fonction de la taille du sous-
ensemble

On remarque clairement que le sous-ensemble sélectionné est celui de taille minimum
conservant une performance en classification pratiquement égale à la performance maximale.

6.3 Sélection basée sur un critère de géométrie Rie-
mannienne

L’idée générale de cette procédure de sélection d’électrodes est d’utiliser le critère de
distance de Riemann entre les centres des classes afin d’évaluer les électrodes porteuses
d’information (i.e. utiles à la séparabilité de chaque classe). On peut considérer qu’une
électrode ne porte pas d’information à partir du moment où l’introduction de l’électrode en
question n’augmente pas la distance entre les centres des classes.

La figure 6.4 illustre ce concept. On voit que sur l’électrode n̊ 1 la distance entre les
classes est plus importante que sur l’électrode n̊ 2. L’électrode n̊ 2 est donc ”moins impor-
tante” que l’électrode n̊ 1 pour le discrimination des deux classes.

6.3.1 Méthode

La méthode sera présentée pour un cas à deux classes. On définit donc le critère qui
va orienter la recherche de notre sélection d’électrode grâce à la distance Riemannienne
entre les matrices de covariance moyennes. Soit Σ(1) et Σ(2) les 2 matrices de covariance
moyennes calculées à partir de l’ensemble des matrices de covariance de chaque classe, on
a :

J = δR(Σ
(1),Σ(2)) (6.2)

Ce critère se généralise aisément à des cas multi-classes en calculant la somme des distances
entre les paires des centres de chaque classe :

J =

K�

k=1

K�

j>k

δR(Σ
(k),Σ(j)) (6.3)
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Figure 6.4 – Illustration schématique (cas non reel) de la distance entre les centre des
classes

On applique ensuite une procédure descendante pour construire notre sous-ensemble
d’électrodes. Pour les matrices de covariance, chaque ligne/colonne d’indice i représente
l’information portée par l’électrode i. En effet, pour chaque élément de la matrice de co-
variance [Σ]i,j = cov(xi,xj) avec xi et xj les signaux temporels issus des électrodes i et
j.

En supprimant la i-ème ligne et la i-ème colonne des matrices de covariance intra-classe,
on retire du sous-ensemble l’électrode n̊ i. Cette technique à l’avantage de ne pas nécessiter
de recalculer les matrices de covariance intra-classe à chaque fois qu’on modifie le sous-
ensemble ce qui constitue un gain non négligeable en temps de calcul. En effet, quand les
méthodes classiques utilisent des caractéristiques de haut niveau (par exemple après filtrage
spatial), chaque modification du sous-ensemble d’électrodes impactant la suite de la châıne,
il est nécessaire de recalculer l’ensemble des paramètres (ex : recalculer les filtres spatiaux).
On définit ainsi l’opérateur reduce(Σ, i) qui retire de la matrice de covariance les éléments
correspondants à l’électrode d’indice i.

La procédure descendante est résumée par l’algorithme 4.
Supposons qu’un sous-ensemble de N électrodes ait été sélectionné. Pour connâıtre

l’électrode à retirer de ce sous-ensemble, on retire séquentiellement une des électrodes de
chacune des matrices de covariance moyennes :

Σ̃(1) = reduce
�
Σ(1), i

�

Σ̃(2) = reduce
�
Σ(2), i

� (6.4)

On calcule ensuite le critère à partir de ces matrices réduites :

J(i) = δR(Σ̃
(1), Σ̃(2)) (6.5)

On effectue indépendamment cette opération pour chacune des N électrodes du sous-
ensemble, on obtient donc N valeurs pour le critère. L’électrode que l’on doit retirer du
sous-ensemble est l’électrode qui maximise le critère. En effet, l’électrode dont l’absence
maximise le critère est celle qui contribue le moins à la distance totale entre les deux
classes.

i∗ = argmax
i

J(i) (6.6)

Une fois l’électrode d’indice i∗ retirée, on dispose d’un sous-ensemble de taille N − 1, et on
recommence la procédure jusqu’à obtenir un sous-ensemble de taille C∗.
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Algorithm 4 Algorithme de sélection d’électrodes basée sur la distance riemannienne

Entrée : Σ(1) et Σ(2) les matrices de covariance moyenne des deux classes
Entrée : C� le nombre d’électrodes que l’on souhaite sélectionner
Sortie : Subset la liste de indices des électrodes sélectionnées

1: Subset = [1 . . . C]{Initialisation du sous-ensemble}
2: for c = 1 to C − C� do
3: for i = 1 to C − c+ 1 do
4: Σ̃(1) = reduce

�
Σ(1), i

�
{On retire temporairement l’électrode i}

5: Σ̃(2) = reduce
�
Σ(2), i

�

6: J(i) = δR(Σ̃
(1), Σ̃(2)) {Calcul du critère sur les matrices réduites}

7: end for
8: i∗ = argmaxi J(i) {sélection de l’indice qui maximise le critère}
9: Σ(1) = reduce

�
Σ(1), i∗

�
{On retire définitivement l’électrode}

10: Σ(2) = reduce
�
Σ(2), i∗

�

11: Subset(i∗) = [ ] {On retire l’électrode du sous-ensemble}
12: end for
13: return Subset

Cette méthode de sélection a le grand avantage d’être très bas niveau, c’est-à-dire qu’elle
peut s’appliquer à des données brutes. De plus elle n’est pas dépendante d’une méthode
particulière comme cela est le cas pour les méthodes de sélection reposant sur les coefficients
des filtres spatiaux [125, 78]. Elle reste donc valide pour tout type de châıne de traitement
employée ultérieurement. Utilisée en combinaison avec le filtrage spatial par CSP, elle est
extrêmement efficace. En effet le critère qu’elle cherche à optimiser est la distance entre les
centres des classes, critère qui est également indirectement utilisé dans le calcul des filtres
spatiaux par CSP. Cette méthode a fait l’objet d’un dépôt de brevet et également d’une
communication à la conférence Neural Engineering 2011 [6].

Sélection spécifique à l’application. Afin de sélectionner un sous-ensemble spécifique à
l’application, on utilisera les sous-ensembles obtenus sur chacun des sujets. Pour un nombre
C∗ d’électrodes dans les sous-ensembles, on compte le nombre de fois où chaque électrode
est sélectionnée. On trie alors les électrodes et on conserve les C∗ qui reviennent le plus
souvent dans les différents sous-ensembles spécifiques à chaque utilisateur. S’il y a une
indétermination (différentes électrodes qui reviennent un même nombre de fois), on utilise
alors les sous-ensembles de taille C∗+1 en y appliquant la même procédure, jusqu’à ce que
l’indétermination soit levée. Cette procédure n’est pas spécifique à cette méthode.

Variante. L’emploi de la distance au centre seule est un critère sous-optimal dans le sens
où il ne prend pas en compte la dispersion des classes. On peut considérer qu’il reste valide
en tant qu’approximation de la séparabilité des classes, si la dispersion reste globalement
égale pour toutes les électrodes. Pour être plus rigoureux il faut prendre en compte cette
dispersion. L’utilisation d’un t-test semble appropriée à la problématique. Le t-test classique
est défini comme ce qui suit :

t =
µ(1) − µ(2)

�
σ2(1)
I(1) + σ2(2)

I(2)

(6.7)

avec µ(k), σ(k) et I(k) respectivement la moyenne, l’écart type et le nombre de tests de
la classe k. Il faut ainsi définir la variance dans l’espace de Riemann. Par extension directe
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de la variance dans le cas euclidien, on définit la variance dans la variété par l’espérance
des distances au carrée entre chaque test et la moyenne.

(s
(k)
R )2 =

1

I(k)

I(k)�

i=1

δR(Σi,Σ
(k))2 (6.8)

Finalement, le t-test définit dans Riemann est donné par :

tR =
δR

�
Σ(1),Σ(2)

�
�

(s
(1)
R )2

I(1) +
(s

(2)
R )2

I(2)

(6.9)

Cette variante augmente grandement le coût calculatoire de la méthode, mais elle
est indispensable lorsque la dispersion des données varie grandement entre les différentes
électrodes. C’est par exemple le cas lorsqu’on sélectionne des électrodes avec des filtrages
fréquentiels différents.

6.3.2 Illustration et résultats

Le jeu de données utilisé est le IVa de la compétition BCI III. Il s’agit d’un jeu de
données à deux classes (mouvement imaginé de la main droite et du pied) enregistré sur
118 électrodes.

Nous utiliserons la version sans t-test de cette méthode. La figure 6.5 montre l’évolution
du critère (6.2) en fonction de la taille du sous-ensemble d’électrodes sélectionné. Le critère
est normalisé par sa valeur maximale, c’est-à-dire en le divisant par la distance entre les
deux matrices de covariance moyennes calculées avec l’ensemble des 118 électrodes.
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Figure 6.5 – Évolution du critère Eq.(6.2) normalisé, en fonction de la taille du sous-
ensemble d’électrodes sélectionnées.

Pour chacun des 5 sujets, on observe le même comportement : une évolution rapide
du critère suivie d’une inflexion pour finir sur une croissance linéaire. Cette dernière nous
informe que les dernières électrodes ajoutées sont équivalentes en terme de distance et ne
sont donc pas pertinentes pour la discrimination des deux tâches mentales. On observe
également qu’un faible nombre (< 20) d’électrodes portent la majeure partie de la distance
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entre les deux classes. Pour le sujet al, le sous-ensemble de 20 électrodes supporte 80% de
la distance totale.

La figure 6.6 présente le résultat de la sélection de 10 électrodes pour les 5 sujets, ainsi
que la sélection spécifique à l’application correspondante. Les 10 électrodes sont globale-
ment positionnées au-dessus du cortex sensori-moteur, ce qui est en accord avec les tâches
mentales impliquées. En particulier la sélection spécifique à l’application le montre encore
plus clairement, avec une majorité d’électrodes au dessus des zones dédiées aux mouvements
des mains.

aa al av

aw ay
Spécifique 

à l’application

Figure 6.6 – Sélection de 10 électrodes pour les 5 sujets, ainsi que la sélection spécifique à
l’application.

La figure 6.7 montre l’évolution des performances de la classification en fonction du
nombre d’électrodes. La châıne de traitement employée est la châıne standard décrite dans
le chapitre 3 et constituée d’un filtrage spatial par CSP et d’une classification par LDA. 3
paires de filtres sont utilisées, comme il est d’usage avec ce type de traitement.

Comme on peut l’observer, la procédure de sélection atteint avec succès une performance
maximale avec un nombre d’électrodes très réduit. A titre d’exemple, on atteint 97% de
bonne classification avec seulement 3 électrodes pour le sujet al (il en fallait 8 pour atteindre
la même performance avec la méthode basée sur la corrélation présentée dans la section 6.2).
En moyenne (courbe avec les points noirs) un sous-ensemble de 10 électrodes semble suffisant
pour atteindre les performances optimales. De plus, on pourra remarquer que la valeur du
critère (6.2) proposé pour la sélection est fortement corrélé à la performance en classification
étant donné que les courbes présentées aux figures 6.5 et 6.7 sont pratiquement triées dans
le même ordre. Ce résultat n’est pas étonnant compte tenu du fait que le critère utilisé ici
est fortement lié au critère optimisé par la CSP.
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Figure 6.7 – Résultat de classification en fonction du nombre d’électrodes sélectionnées,
30-fold cross-validation.

6.4 Résultats comparatifs

Introduction. Cette section présente les résultats numériques pour les différentes métho-
des comparées :

1. CSP : l’ensemble des électrodes sont utilisées.

2. Coeff : la sélection des électrodes est basée sur la valeur des coefficients des principaux
filtres spatiaux. Le principe étant qu’une électrode est d’autant plus importante que
la valeur (absolue) de son coefficient est forte. Cette méthode est décrite dans [125].

3. MI : la sélection est réalisée suivant une procédure ascendante. Cette procédure est
similaire à notre procédure de sélection fondée sur le critère de corrélation multiple,
mais avec l’emploi d’un critère fondé sur l’information mutuelle entre la variance des
signaux et la classe des test. C’est une implémentation de l’algorithme décrit dans [68].

4. R2 : sélection basée sur un critère de corrélation, procédure ascendante. C’est la
première méthode proposée dans ce chapitre.

5. Riemann : Sélection basée sur un critère de distance Riemannienne entre les centres
des classes couplée à une procédure descendante. C’est la seconde méthode proposée
dans ce chapitre. La version sans t-test est utilisée.

L’algorithme de sélection est appliqué après un filtrage passe-bande (Butterwoth d’ordre
5) entre 8 et 35 Hz. La châıne de traitement qui s’en suit est constituée d’un filtrage spatial
par CSP et d’une classification par LDA de Fisher. On conserve uniquement les 3 meilleures
paires de filtres spatiaux comme il est d’usage.

Performances dans les conditions de la compétition : Dans un premier temps, nous
allons nous placer dans les conditions de la compétition BCI III. Ce jeu de données propose
un nombre de réalisations dans la base d’apprentissage différent pour chaque utilisateur.
Ainsi, sur les 280 réalisations disponibles, on utilisera comme base d’apprentissage les 168,
224, 84, 56 et 28 premières pour respectivement les utilisateurs aa, al, av, aw et ay. La
taille de la base d’apprentissage est cruciale pour la CSP. En particulier quand le nombre
d’électrodes est élevé, on obtient généralement une mauvaise estimation des filtres spatiaux.
Diminuer efficacement le nombre d’électrodes permet ainsi de palier à ce genre de problème.
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Les résultats sont reportés Table 6.1, et sont évalués pour les 4 méthodes de sélection
pour un nombre fixe de 10 électrodes sélectionnées.

Sujet CSP Coeff MI R2 Riemann
aa 69.6 75.9 69.6 75 81.3
al 96.4 98.2 94.6 100 98.2
av 52 49 61.2 61.7 65.3
aw 79 75.9 61.2 68.3 78.1
ay 50.4 77.4 84.5 84.5 86.5
Moyenne 69.5 75.3 74.2 77.9 81.9

Table 6.1 – Performances en pourcentage de classification correcte pour les différentes
méthodes de sélection. 10 électrodes sont sélectionnées avec une sélection spécifique à chaque
utilisateur.

L’utilisation de l’ensemble des électrodes conduit à une performance moyenne de 70%
environ. Pour deux sujets (av et ay), la classification est inefficace (50% d’erreur). Ceci est
dû au très faible nombre de données dans la base d’apprentissage (28 pour ay) qui rend les
filtres spatiaux et la classification inopérants.

Les deux méthodes de l’état de l’art (Coeff et MI) offrent des résultats similaires de
l’ordre de 75% en moyenne. L’amélioration est plus particulièrement effective pour les deux
sujets (av et ay) où la réduction du nombre d’électrodes diminue l’impact de la taille de la
base d’apprentissage. La méthode fondée sur la corrélation (R2) atteint 78% de classification
correcte en moyenne.

Enfin, la méthode reposant sur la géométrie Riemannienne montre les meilleurs résultats,
avec un score moyen de 82%. L’amélioration est claire pour tous les sujets, sauf le sujet aw
dont les performances sont similaires à la méthode de référence (CSP). En comparaison des
résultats obtenus par les participants de la compétition, ce résultat se classe juste derrière
la 3ème place et ce uniquement en réduisant le nombre d’électrodes.

Un des avantages de la méthode R2 est qu’elle propose un moyen de sélectionner automa-
tiquement le nombre d’électrodes. Ainsi la table 6.2 montre le résultat de cette sélection
automatique en termes de performance et de nombre d’électrodes sélectionnées. On observe
des performances similaires (bien que légèrement meilleures) par rapport au cas où le sous-
ensemble était de taille fixe (10 électrodes). Le nombre d’électrodes retenues varie entre
4 pour le sujet aa et 9 pour ay, avec une moyenne de 6 électrodes environ. La sélection
automatique est donc réellement efficace et conduit aux performances optimales pour la
méthode en question.

User # Elec Performance (%)
aa 4 75
al 6 92.9
av 5 63.8
av 5 74.1
ay 9 87.3
Moyenne 5.8 78.6

Table 6.2 – Nombre d’électrodes et performance de la sélection R2 quand la taille du sous-
ensemble d’électrodes est sélectionnée automatiquement. Seuil placé à 97% du minimum du
critère d’Akaike.

Enfin, on pourra également observer les performances de la sélection spécifique à l’appli-
cation pour les différentes méthodes, données table 6.3. Pour chaque sujet, un sous-ensemble
d’électrodes est construit à partir de sous-ensembles obtenus sur les 4 autres sujets.
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User Coeff MI R2 Riemann
aa 68.8 62.5 70.5 74.1
al 87.5 85.7 89.3 94.6
av 73.5 55.6 60.2 66.8
aw 79.0 62.5 77.7 68.3
ay 71.4 73.4 73.8 81.3
moyenne 76 67.9 74.3 77

Table 6.3 – Performances en classification pour les différentes méthodes de sélection dans
le cadre de la sélection spécifique à l’application. 10 électrodes sélectionnées

Il est intéressant de remarquer que la méthode qui s’en sort le mieux est celle fondée
sur les coefficients des filtres spatiaux, avec une très légère augmentation des performances.
En particulier pour le sujet av qui passe ainsi de 49% à 73.5% de bonne classification. Pour
l’ensemble des autres sujets, on observe une diminution des performances par rapport à
la sélection spécifique au sujet. L’utilité de la sélection spécifique à l’application est donc
évidente dans certains cas où les données d’apprentissage semblent être corrompues. En
revanche, on ne dispose ici que de trop peu de sujets pour obtenir une sélection réellement
généralisable.

La méthode de sélection par géométrie riemannienne améliore légèrement les résultats
sur le sujet av mais perd globalement sur l’ensemble des sujets. Elle offre néanmoins les
meilleurs résultats en comparaison des autres méthodes.

Performances en validation croisée. Une procédure de validation croisée (30-fold) est
maintenant appliquée pour les différentes méthodes afin de les comparer sans introduire
le biais dû à la taille variable de la base d’apprentissage. Ainsi la figure 6.8 montre les
performances en classification en fonction de la taille du sous-ensemble sélectionné.
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Figure 6.8 – Résultat de classification en fonction du nombre d’électrodes sélectionnées
pour les différentes méthodes présentées, 30-fold cross-validation.

Pour un sous-ensemble de deux électrodes, les méthodes MI, R2 et Riemann ont les
mêmes performances, ce qui tend à montrer que les sous-ensembles sélectionnés sont équivalents.
Dès que la taille du sous-ensemble commence à augmenter, la méthode Riemann se démarque
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très nettement des autres. Les 4 méthodes finissent par converger en performance autour
de 85% pour des tailles de sous-ensembles élevées.

Le classement des 4 méthodes est donc le suivant. La méthode Coeff arrive en dernière
position, bien qu’elle soit rapidement équivalente à la méthode MI, elle éprouve plus de
difficultés pour les sous-ensembles inférieurs à 5 électrodes. Vient ensuite la méthode MI,
surpassée par la méthode R2 qui offre dans tous les cas des performances plus élevées. Enfin,
la méthode Riemann montre les meilleures performances, dépassant les 85% dès la 4ième
électrode.

6.5 Conclusion

Dans la réalisation d’une ICM, réduire le nombre d’électrodes présente de nombreux
avantages (accélérer la mise en place du système EEG, diminuer la gène de l’utilisateur,
réduire le coût calculatoire des algorithmes et diminuer le coût de l’équipement). En dépit de
ces avantages, cette procédure est généralement peu utilisée car les IMC sont principalement
réalisées dans un cadre de recherche où l’on cherche avant tout à acquérir des signaux EEG
sur un maximum d’électrodes pour réaliser des traitements ultérieurs. En revanche, dans
une application commerciale, où l’ergonomie, le coût et la robustesse sont des éléments
particulièrement importants, l’utilisation d’une procédure de sélection prend tout son sens.

Ce chapitre a présenté deux méthodes originales de sélection. L’une, basée sur un critère
de corrélation multiple entre les signaux EEG et la classe des réalisations, possède l’avantage
de sélectionner automatiquement et de manière optimale le nombre d’électrodes à retenir
dans le sous-ensemble. L’autre, basée sur un critère de distance riemannienne entre les
centre des classes, est très performante et permet de sélectionner un sous-ensemble de taille
minimale sans perte d’information. En outre, cette dernière méthode s’applique directement
après le filtrage fréquentiel, ce qui ne contraint pas le sous-ensemble sélectionné à être utilisé
avec un type de traitement particulier

La sélection d’électrode spécifique à chaque sujet permet d’obtenir de meilleurs résultats
en moyenne. En revanche la sélection spécifique à l’application offre une bonne alternative
pour les cas difficiles. Cette dernière est également un bon compromis en terme de perfor-
mance si on ne souhaite pas réaliser une première session avec beaucoup d’électrodes pour
chaque sujet, nécessaire à l’application d’une sélection spécifique à l’utilisateur.

Enfin, on pourra également appliquer ces algorithmes pour sélectionner des couples
bande de fréquences / électrode simplement en découpant les signaux originaux par un banc
de filtres. En revanche, on augmentera considérablement le nombre d’électrodes (artificielle)
ce qui pourra poser des problèmes de sur-apprentissage.
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Chapitre 7

Mise en place expérimentale
d’une ICM

Ce chapitre porte sur la mise en place des expérimentations réalisées au sein du labo-
ratoire LE2S. Il s’agit de la réalisation d’un brain-switch c’est-à-dire un interrupteur com-
mandé par activation cérébrale volontaire. Cette réalisation a été guidée à la fois par la
robustesse de l’ICM et par l’optimisation de l’apprentissage du sujet.

7.1 Châıne expérimentale EEG

La mise en place d’une châıne expérimentale pour les ICMs est une tâche plus complexe
qu’il n’y parâıt. Avant toute chose, il faut se questionner sur le but que l’on souhaite
atteindre. On distingue principalement deux motivations :

Pour le développement algorithmique. Une première motivation est de constituer
une base de données dont on mâıtrise le processus d’acquisition et qui sera ensuite utilisée
pour la mise au point d’algorithmes. On va alors se placer dans les conditions les plus
favorables, avec notamment une salle d’expérimentation optimisée pour réduire le bruit
électromagnétique (pas ou peu de matériel électronique, pas d’éclairage néons etc ..). Ce
type d’expérimentation est couramment réalisée dans le domaine de la neuro-physiologie
pour l’étude des processus cognitifs. Si ce type d’expérimentation est indispensable, elle ne
reflète que très peu une situation réelle d’utilisation d’une ICM.

Pour une mise en situation réelle : Une seconde motivation est de tester un système
pouvant fonctionner en condition de vie réelle, que cela soit pour un démonstrateur ou en
déploiement auprès de sujets (handicapés ou non). Dans ce cas, on fait apparâıtre des con-
traintes fortes et des problématiques nouvelles. Ainsi la qualité des données n’est plus un
paramètre mâıtrisé et devient une contrainte. En effet, on ne connâıt pas l’environnement
dans lequel les signaux seront enregistrés et on ne peut pas intervenir dessus, on ne peut
pas contraindre l’utilisateur à ne pas bouger ou à ne pas laisser sa pensée divaguer. Il n’est
pas non plus question de passer un temps important à la mise en place des électrodes, ce
qui diminue automatiquement le nombre maximal de ces dernières ainsi que la qualité de
la pose. De plus, il faut prendre en compte la fatigue de l’utilisateur et parfois la possibilité
qu’il se trompe ou ne réalise pas la bonne tâche mentale au bon moment. Il devient de plus
en plus difficile de disposer d’une vérité de terrain. Finalement, ces expérimentations ont
pour but d’étudier et d’améliorer l’ergonomie et la robustesse des ICMs et des traite-
ments associés.

Cette thèse s’inscrit entièrement dans cette deuxième approche, avec comme but de
tenter de faire sortir les ICMs des laboratoires. Cependant, le processus de réalisation
d’expérimentations en situation réelle nécessite de mâıtriser les bases de la mesure EEG,
les deux types d’expérimentations ont donc été réalisées au laboratoire.

109
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7.1.1 Matériel

La châıne expérimentale minimale est composée de 3 éléments : l’amplificateur EEG, les
électrodes et un ordinateur doté de la suite logicielle nécessaire au traitement des données.

L’amplificateur EEG. L’amplificateur EEG utilisé, dont on peut voir une photo fig-
ure 7.1, est l’amplificateur g.USBamp de la société autrichienne g.tec 1. Cet amplificateur
possède 16 voies d’enregistrement séparées en 4 groupes de 4 voies, chaque groupe possède
des entrées dédiées pour la masse et pour la référence, ces dernières pouvant également être
communes à l’ensemble des voies. Chaque voie est amplifiée puis numérisée sur 24 bits. La
plage de mesure est de ±250 mV ce qui résulte d’une résolution en tension inférieure au
µV. La fréquence d’échantillonnage en sortie de l’amplificateur peut être réglée entre 64
Hz et 38.4 kHz mais l’amplificateur effectue un sur-échantillonnage à la fréquence de 2.45
MHz ce qui permet d’obtenir un excellent rapport signal sur bruit. De plus, l’amplificateur
intègre un DSP 2 lui permettant de réaliser un filtrage numérique du signal avant envoi
des données à l’ordinateur. Ce filtrage est réglable et permet de sélectionner une bande de
fréquence et/ou de couper la composante à 50 Hz issue de la tension secteur par laquelle
les biosignaux sont en permanence perturbés. Enfin, il permet la mesure de l’impédance des
électrodes.

Cet amplificateur est de très bonne qualité et est largement sur-dimensionné pour les
problèmes rencontrés en ICMs, dont la fréquence d’échantillonnage dépasse rarement le kHz.
Dans nos expérimentations, nous utilisons généralement une fréquence d’échantillonnage de
512Hz.

Figure 7.1 – L’amplificateur g.USBamp de g.tec.

Les électrodes. Nous disposons de deux jeux d’électrodes, un jeu d’électrodes passives
et un jeu d’électrodes actives. Les premières expérimentations se sont déroulées avec le
jeu d’électrodes passives. Nous avons rencontré un certain nombre de problèmes avec ces
électrodes. En premier lieu, des problèmes d’impédances trop élevées (> 20 kΩ) qui condui-
saient invariablement à des signaux de mauvaise qualité et à un grand nombre d’artefacts,
générés au moindre mouvement de l’utilisateur (cf section 2.2.4). Nous avons alors con-
centré nos efforts sur la diminution de cette impédance en soignant la pose des électrodes,
notamment à travers une meilleure préparation de la peau du sujet. On utilise généralement
une pâte abrasive pour nettoyer la peau au niveau de la surface de contact avec l’électrode.

1. www.gtec.at
2. Digital Signal Processor : un composant de type micro-contrôleur orienté traitement du signal. En

général, un DSP possède un grand nombre d’unités de calcul en parallèle.
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Cette pâte dégraisse le cuir chevelu et permet d’attaquer la première couche de la peau en
retirant les cellules mortes. Cette opération est fastidieuse et peu agréable pour le sujet,
il est souvent nécessaire d’insister en particulier si l’impédance est nativement élevée. On
doit ensuite écarter les cheveux et appliquer une pâte conductrice entre l’électrode et le
cuir chevelu. Pour maintenir le contact, l’électrode est plaquée contre le scalp à l’aide d’un
bonnet élastique. Avec ce système, l’utilisateur se sent rapidement oppressé et cela nuit à
sa concentration lors de l’expérience.

Cette étape de pose des électrodes, coûteuse en temps et agressive pour le sujet, ne
convenait pas aux objectifs d’ergonomie que nous nous sommes fixés. Nous avons alors opté
pour des électrodes actives (cf section2.2.3), qui de par leur nature, fonctionnent de manière
efficace à impédance élevée. Ce système est beaucoup plus agréable à porter, puisque d’une
part il n’est plus nécessaire de préparer la peau, et d’autre part les électrodes ne sont pas
directement en contact avec le cuir chevelu, le contact étant assuré à travers les cheveux par
un pont de gel conducteur. Ce pont de gel ayant une certaine plasticité, les électrodes n’ont
plus besoin d’être plaquées au scalp de manière stricte. Ainsi le casque qui les maintient
est beaucoup moins oppressant pour l’utilisateur. La pose des électrodes est ainsi passée
d’environ 30 à 45 minutes pour les électrodes classiques, à moins d’un quart d’heure pour
les électrodes actives.

On retrouve des photos de ces deux types d’électrode en figure 7.2.

Figure 7.2 – Électrodes passives (à gauche) et actives (à droite).

Suite logicielle : La société g.tec fournit avec son amplificateur un certain nombre de
composants logiciels. Nous utilisons celui qui permet d’importer en temps réel les signaux
EEG dans l’environnement Simulink de Matlab. Ainsi, nos algorithmes développés sous
Matlab peuvent être directement utilisés lors des expérimentations ICM, ce qui accélère leur
mise en œuvre. En contrepartie, les interfaces avec l’utilisateur doivent être développées dans
le même environnement. Le résultat est fonctionnel mais correspond plus à un processus de
prototypage permettant de corriger très rapidement (voire en cours d’expérimentation) la
châıne de traitement. De plus, on mâıtrise entièrement la châıne de l’acquisition à l’affichage.
En revanche, il n’est pas possible d’atteindre un degré de finition égal à celui que l’on
pourrait obtenir avec l’utilisation d’un logiciel tel qu’OpenViBE. En d’autre termes, la
solution logicielle adoptée est parfaite dans le cadre du prototypage, mais montre ses limites
dans le cadre d’une utilisation routinière.

En figure 7.3 se trouve une photo de la châıne expérimentale complète dans une version
intermédiaire (électrodes passives).

7.1.2 Remarques générales

La mise en place d’une expérience EEG est délicate, surtout en ce qui concerne la pose
des électrodes. Il est absolument nécessaire d’acquérir de l’expérience dans ce domaine en
manipulant le plus souvent possible. Les conseils d’expérimentateurs aguerris sont toujours
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Figure 7.3 – Châıne expérimentale au laboratoire : l’amplificateur g.USBamp, le casque à
électrodes passives et l’environnement logiciel avec un écran destiné à l’utilisateur et un
écran de contrôle

d’une aide précieuse, nous avons notamment interagi avec le service neurologie du CHU de
Grenoble et le Gipsa-Lab.

De plus, il ne faut pas sous-estimer l’impact du matériel sur le sujet. Il est absolument
nécessaire de veiller à son confort car ce paramètre aura un impact direct sur sa concentra-
tion et donc sur la qualité des données enregistrées.

7.2 Choix du type d’ICM : le brain-switch

Cette section présente les objectifs et les choix qui ont guidé la réalisation de notre ICM.

Les objectifs. En plus du développement de méthodes de traitement du signal, le but de
cette thèse est de réaliser une interface cerveau machine asynchrone et robuste à partir
de l’EEG. Suite aux premières expériences réalisées sur des paradigmes synchrones (cue-
based), il est également apparu que l’ergonomie est très importante, c’est-à-dire qu’il est
nécessaire de prendre en compte le confort du sujet lors de la spécification du paradigme.
Nous souhaitions ainsi mettre à contribution de manière plus significative l’utilisateur, lui
laissant plus de liberté sur la tâche mentale mais aussi en stimulant le processus d’appren-
tissage plus intensément, avec en objectif secondaire la réduction du temps de calibrage de
l’ICM.

Le cahier des charges fait donc ressortir les propriétés suivantes :

– Asynchrone : l’ICM réalisée doit être asynchrone, c’est-à-dire analyser les signaux et
fournir une sortie en continu, l’utilisateur pouvant interagir avec elle à tout moment.

– Robustesse : l’ICM doit fonctionner dans des conditions réelles (i.e. hors laboratoire)
et être la moins perturbée par la présence d’artéfacts ou de points aberrants.
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– Ergonomie : l’ICM doit être simple à utiliser et la phase d’apprentissage doit être
réduite au minimum.

Approche suivie. Pour atteindre les objectifs que nous nous sommes fixés, nous avons
opté pour un brain-switch (BS) avec un paradigme d’apprentissage adaptatif.

Un BS est un interrupteur commandé par activation volontaire cérébrale. Il s’agit de
la plus élémentaire des ICM asynchrones puisqu’elle implique seulement une seule tâche
mentale spécifique à détecter (détection binaire) dans une activité EEG de fond. Dans une
approche d’ICM robuste, le BS est un composant essentiel.

De plus, la phase de calibrage et d’apprentissage des algorithmes et du sujet se déroulent
conjointement. Pour mener à bien la tâche de détection, l’algorithme doit apprendre les
caractéristiques de l’activité spécifique afin de pouvoir la discriminer par la suite. De la
même manière, l’utilisateur doit apprendre à moduler son activité cérébrale pour produire
une activité suffisamment spécifique et reproductible pour être discriminée de l’activité de
base du cerveau. On nomme ce processus conjoint la co-adaptation.

Usuellement, l’apprentissage des algorithmes et celui de l’utilisateur sont réalisés séquentiellement [88].
En général, on commence d’abord par entrâıner les algorithmes, il faut donc leur fournir
des données. On effectue donc un premier enregistrement, où l’utilisateur réalise un certain
nombre de fois une tâche mentale prédéterminée. Étant donné que les algorithmes ne sont
pas encore entrâınés, l’utilisateur n’a aucun moyen de savoir s’il réalise correctement sa
tâche mentale. À l’issue de cette étape, on peut entrâıner les algorithmes à détecter l’ac-
tivité spécifique. On relance ensuite un second enregistrement, similaire au premier, mais en
affichant un signal de retour (feedback) c’est-à-dire le résultat de la détection de l’algorithme
afin que l’utilisateur puisse apprendre à réaliser de manière reproductible sa tâche mentale.
L’introduction du feedback modifie généralement [22] la manière dont l’utilisateur réalise sa
tâche mentale, on alterne donc régulièrement les phases d’apprentissage de l’algorithme et
de l’utilisateur comme l’illustre la figure 7.4

1start 2 3 4

Figure 7.4 – Processus d’apprentissage Algorithmes/Utilisateur. Étape 1 : Enregistrement
des données sans feedback, Étape 2 : Entrâınement des algorithmes, Étape 3 : Enreg-
istrement des données avec feedback, Étape 4 : Utilisateur et algorithmes entrâınés

Dans notre cas, l’approche choisie est différente, l’apprentissage des algorithmes et de
l’utilisateur se fait au cours de l’expérimentation, en une seule étape. Cette approche a
de nombreux avantages. En premier lieu, elle permet d’accélérer la phase d’apprentissage
nécessaire à l’utilisation de l’ICM. En effet elle raccourcit l’étape 1 qui consiste à enregistrer
des données sans feedback mais elle permet aussi d’augmenter l’interaction entre l’appren-
tissage des algorithmes et l’apprentissage de l’utilisateur, ce qui réduit considérablement le
temps pour atteindre l’étape 4, où l’utilisateur et la machine sont parfaitement entrâınés.

Ainsi, l’utilisateur peut améliorer la manière dont il effectue sa tâche mentale et observer
quasiment instantanément l’effet qui en résulte. Cela permet aussi d’impliquer plus forte-
ment l’utilisateur dans le processus de calibrage de l’ICM, ce qui a pour effet d’augmenter
son attention et ainsi conserver un niveau élevé de qualité des signaux. De plus, plutôt
que d’utiliser des phénomènes physiologiques (rebond Beta [94], basses fréquences [21]), on
utilisera la capacité de l’utilisateur à apprendre à générer une activité spécifique, quelle
qu’elle soit. Ainsi, l’activité spécifique utilisée n’est pas définie à l’avance et peut évoluer
au cours de l’apprentissage.
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En revanche, cette approche introduit plusieurs inconvénients. Premièrement, l’implémen-
tation des algorithmes devient plus complexe et peut conduire à des situations instables. Si
le délai de réaction des algorithmes est trop lent, l’utilisateur qui adapte sa tâche mentale
ne pourra pas en voir l’effet et sera tenté de la modifier de manière encore plus significative,
ce qui ne fera qu’introduire de la variabilité supplémentaire et conduira à de moins bonnes
performances. De la même manière, il faut aussi introduire un facteur d’oubli afin que les
données en début de test ne viennent pas perturber les algorithmes en introduisant de plus
en plus de variabilité. De plus, cet apprentissage peut être assez fatiguant pour l’utilisateur
qui devient actif et ne se contente plus de répéter simplement sa tâche mentale pour fournir
des données d’apprentissage aux algorithmes. Lorsque ce processus converge rapidement il
est très efficace mais dans le cas où des difficultés sont rencontrées, il peut devenir très
frustrant. Enfin, il introduit des contraintes fortes au niveau de l’exécution en temps réel
puisque le temps nécessaire à la mise à jour des algorithmes doit être strictement inférieur
au débit des données. De plus, se pose la question de la gestion des artéfacts qui ne peut
plus se faire a posteriori.

7.3 Brain-switch : état de l’art

On appelle brain-switch (BS) un type particulier d’ICM qui remplit une fonction d’in-
terrupteur. Plus particulièrement, un BS est une ICM asynchrone assurant une tâche de
détection d’une activité cérébrale spécifique parmi un flux continu d’activité cérébrale non
spécifique. Un BS possède principalement deux usages :

1. Déclencher la réalisation d’une action élémentaire, par exemple allumer une lumière
ou fermer une main robotisée [87].

2. Signifier à la machine que l’utilisateur souhaite interagir avec elle. Dans ce cas, le
BS est bien souvent couplé avec un autre type d’ICM et il est un préalable à son
enclenchement. On parle alors d’ICM hybride [90]. On pourra par exemple utiliser un
BS pour activer ou désactiver une ICM synchrone fondée sur des potentiels évoqués
SSVEP, cette dernière permettant de commander les différents mouvements d’une
orthèse [95].

Historiquement introduit par Birch et Mason [80] en 2000 sous le nom de Low Frequency
Asynchroneous Switch Design (LF-ASD) car fondé sur des caractéristiques basse-fréquence
(dans la bande 1-4 Hz), le BS a suivi un certain nombre de développements de la part
de la même équipe les années suivantes [17, 133, 20]. Le développement du BS observe
un regain d’activité à la fin des années 2000 quand il est repris par l’équipe du professeur
Pfurtscheller [94, 95, 95, 88]. Ne permettant de réaliser qu’une seule action, le BS semble
moins attractif que les ICMs synchrones à un ou deux degrés de liberté, ce qui explique le
relatif désintérêt qu’il a suscité au milieu de la précédente décennie. En réalité, le BS est le
premier pas vers une ICM utilisable dans la vie réelle car il traite de manière élémentaire
la problématique des interfaces purement asynchrones. Ainsi il fait aujourd’hui l’objet de
plus en plus de réalisations.

Minimisation du taux de faux positif. Comme tout autre type d’ICM, le nombre
de faux positif (FP - déclenchement involontaire de l’interrupteur) doit être minimisé. En
particulier dans le cadre des ICMs hybrides, le nombre de FP est le facteur dominant
dans l’optimisation des paramètres de l’ICM. Il doit être maintenu le plus faible possi-
ble, bien souvent au détriment de la réactivité de l’ICM. Ainsi dans [27] la spectroscopie
proche infrarouge est utilisée pour réaliser un BS à partir de la réponse hémodynamique
consécutive à une tâche d’imagerie motrice. Cette modalité étant peu sensible aux pertur-
bations électromagnétiques ou aux artefacts musculaires, la robustesse du BS s’en trouve
grandement améliorée. Dans [103], un taux de FP inférieur à 1% a été obtenu en demandant
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au sujet de répéter consécutivement des mouvements imaginés et en moyennant les réponses
ERD/ERS correspondantes. Un seuil élevé est calculé à partir d’une courbe ROC afin de
garantir un nombre de FP très faible. En contrepartie, le temps nécessaire à l’activation
du BS est relativement long, entre 10 et 20 secondes. L’équipe de G.E. Birch considère que
le taux de FP ne doit pas excéder 1% si l’on souhaite utiliser un BS dans une application
réelle. Ce but est atteint dans leurs derniers développements grâce à une procédure com-
plexe comprenant de la sélection de caractéristiques et une combinaison de classifieur SVM,
dont les paramètres sont optimisés par un algorithme génétique hybride [34]. En revanche,
un temps d’activation trop long peut être incompatible avec certaines applications, il y a
donc un compromis à trouver entre ce taux maximal de FP et les difficultés d’activation du
BS.

Principes physiologiques utilisés. Réaliser un BS c’est avant tout être capable de
détecter de manière asynchrone l’occurrence d’une activité spécifique parmi un flux continu
de signaux EEG. Contrairement aux autres types d’ICM, on ne dispose pas d’une indication
temporelle (même approximative) sur le commencement de la tâche mentale. De même, il
est généralement plus facile de discriminer une tâche mentale caractéristique par rapport
à une autre que de la discriminer par rapport à une activité non spécifique. Il faut donc
choisir une tâche mentale qui soit reconnaissable par rapport à une activité quelconque.
De plus, il est nécessaire que l’activité générée soit indépendante de la plupart des autres
activités. Ainsi les principales réalisations de BS se basent sur des principes physiologiques
bien connus et particulièrement caractéristiques. Dans [80], la tâche mentale utilisée est
générée par l’intermédiaire d’une flexion particulière, et peu usuelle, de l’index. Un jeu
de caractéristiques est extrait à partir de la bande 1-4 Hz des signaux issus de 6 paires
d’électrodes placées entre le cortex frontal et le cortex moteur. Dans [94], c’est le rebond
(augmentation de puissance) de puissance dans la bande Beta consécutif à une flexion
imaginée des deux pieds qui est utilisé pour déclencher l’interrupteur.

Une mise en œuvre simple. Un BS est en général un système simple à mettre en
œuvre. Dans la majorité des cas, le nombre d’électrodes est inférieur à la dizaine. Quand la
détection se base sur le rebond Beta ou les ERD/ERS, un simple filtrage spatial laplacien
est utilisé pour obtenir un seul signal à partir des 5 électrodes placées au dessus de la zone
motrice visée [88]. Il est ainsi aisé de coupler le BS avec un autre type de BCI ou une
autre modalité. L’apprentissage est également relativement court car il est nécessaire de ne
caractériser qu’une seule tâche mentale.

Exemple de réalisations. Les exemples de commande d’actions élémentaires sont peu
nombreux, car disposer d’une seule commande est généralement trop limitant pour nombre
d’applications. Dans [87], la détection asynchrone de l’imagination d’un mouvement de la
main gauche déclenche l’ouverture ou la fermeture d’une main artificielle. Dans [86], le
problème du nombre de commandes disponibles est contourné en codant dans la durée
d’activation du BS deux commandes différentes, à la manière d’un signal PWM (Pulse-
width modulation). A partir du signal issu d’un groupe d’électrode (avec filtrage spatial
Laplacien) au-dessus d’une zone motrice (C3, C4 ou Cz), l’utilisateur peut contrôler à la
fois l’ouverture/fermeture d’une main en réalisant une tâche d’imagerie motrice pendant
un temps court (2 ≤ t ≤ 5 s), et la flexion extension d’un bras en réalisant la même tâche
pendant un temps long (t ≥ 5 s). Dans le cadre des ICM hybrides, le but principal est
de minimiser le taux de FP en désactivant l’ICM la moins robuste quand l’utilisateur n’a
pas l’intention de s’en servir. Ainsi dans [95] un BS fondé sur de l’imagerie motrice permet
d’enclencher une ICM de type SSVEP pour contrôler une orthèse. L’utilisateur souhaitant
initier un mouvement de l’orthèse enclenche une première fois le BS, il va ensuite choisir le
type de mouvement en portant son regard sur une des deux LED placées sur l’orthèse et
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clignotant à des fréquences de 8 et 13 Hz. Une fois le mouvement terminé, il enclenchera
une fois encore le BS ce qui désactivera l’ICM par SSVEP. Il est ainsi montré que pendant
les périodes de repos où l’utilisateur n’a pas d’intention de contrôle, le nombre de FP est
passé de 5.4/minutes à 1.46/minutes grâce à l’introduction du BS. Une expérience similaire
où le BS est réalisé par NIRS est également présenté dans [90].



Chapitre 8

Campagne I : Validation de
l’apprentissage adaptatif

8.1 Paradigme

Le paradigme de notre première expérimentation BS est le suivant. L’utilisateur dispose
d’une IHM composée principalement de l’affichage sur un écran d’ordinateur d’une barre
verticale et d’un seuil comme l’illustre la figure 8.1. L’utilisateur contrôle la hauteur de la
barre verticale, son but étant de lui faire dépasser le seuil pendant un certain temps, ce qui
aura pour effet de déclencher l’activation du BS. Lorsque l’algorithme détecte la réalisation
de la tâche mentale, la hauteur de la barre augmente et inversement, la fait baisser lorqu’il
ne détecte rien. Ainsi, l’utilisateur doit effectuer sa tâche mentale suffisamment longtemps
pour que la barre monte jusqu’à dépasser le seuil. On est donc en présence d’une commande
à mémoire temporelle.

Pour les besoins d’apprentissage des algorithmes qui sont majoritairement supervisés,
on doit savoir quand l’utilisateur est en train d’effectuer sa tâche mentale. Puisque que l’on
souhaite un paradigme quasiment identique que l’on soit pendant la phase d’apprentissage
ou en phase d’utilisation, il n’est pas envisageable que cela soit l’ordinateur qui dicte quand
l’utilisateur doit réaliser sa tâche mentale comme c’est le cas pour les paradigmes cue-based.
Le choix s’est naturellement porté vers un paradigme asynchrone (self-paced). L’utilisateur
signifie donc à la machine le début de sa tâche mentale en appuyant sur une touche du
clavier. L’utilisateur garde ainsi le contrôle sur le timing de son apprentissage et le passage
à l’utilisation réelle est transparente, l’utilisateur n’a simplement plus besoin d’appuyer sur
le clavier. En revanche, cela peut introduire des artefacts et des tâches mentales parasites
et concurrentes à la tâche mentale principale dans les signaux.

8.2 Châıne de Traitement

Les algorithmes utilisés pour cette première châıne sont des algorithmes classiques utilisés
en BCI. Le développement de cette châıne de traitement a été amorcée en début de thèse,
parallèlement aux développements d’algorithmes originaux. Les expérimentations présentées
dans ce chapitre ont été réalisées, pour une grande majorité d’entre elles, avant le développe-
ment des méthodes utilisant la géométrie Riemannienne.

La châıne de traitement est donc constituée d’algorithmes standards qui ont été implé-
mentés et modifiés pour être rendus adaptatifs. La figure 8.2 schématise les différents blocs
utilisés, dont 3 sont adaptatifs : la détection d’artéfact, le filtrage spatial par CSP et la
classification par LDA.

Filtrage fréquentiel. La fréquence d’échantillonnage des signaux est de 512 Hz. Le fil-
trage fréquentiel est effectué par l’intermédiaire d’un filtre IIR de Butterworth d’ordre 4
entre 8 et 30 Hz. Si l’utilisateur a déjà effectué une expérience, il peut être spécifique à la
tâche mentale qu’il utilise. Le filtrage entre 8 et 30 Hz reste valide pour un grand nombre
de tâches mentales, en particulier les tâches mentales d’imagination motrice qui activent
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Figure 8.1 – IHM présentée à l’utilisateur du Brain-Switch

principalement les bandes Alpha et Beta (cf section 2.2.2). Il permet aussi de s’affranchir
d’une grande partie des artéfacts oculaires.

Estimation des matrices de covariance. Ce bloc fournit les données de base à toute
la châıne de traitement, il permet aussi de donner la cadence à l’ensemble de la châıne de
traitement. Une matrice de covariance est calculée sur 128 échantillons, soit tous les 250 ms.
Cette matrice est ensuite envoyée aux différents blocs pour y être classée. Ainsi le système
de détection prend 4 décisions par seconde, ce qui permet d’avoir un système plutôt réactif.

Détection d’artéfact. Chaque matrice de covariance passe par la détection d’artefact
pour être avalisée. Si le bloc de détection d’artefact décide que la matrice courante contient
des données anormales, il le signalera à l’ensemble des blocs successifs afin que celle-ci soit
ignorée. La détection d’artéfact est adaptative et supervisée. Elle se fonde sur un critère de
dissimilarité du déterminant des matrices de covariance. On calcule ce critère pour chaque
classe, afin d’éviter qu’une matrice appartenant à une classe, étant par nature dissimilaire
de l’ensemble des matrices de l’autre classe, ne soit considérée comme un artéfact.
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Figure 8.2 – châıne de traitement du Brain Switch

SoitΣi la matrice de covariance estimé sur la fenêtre d’indice i et de classe k, la détection
d’artéfact se fonde sur le déterminant de cette matrice di = det(Σi). On calcule ensuite une
distance normalisée (distance de Mahalanobis à 1 dimension) sur cette variable :
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La condition de rejet est alors simplement :

d̃i > κ

avec κ un seuil placé généralement à 2.5 , ce qui correspond à un déterminant qui dévie de
plus de 2.5 fois l’écart-type des données.

Si la matrice est rejetée, les paramètres i , µ
(k)
i et σ

(k)
i seront réinitialisés à la valeur

précédente (i = i− 1).
Ce critère de rejet est directement inspiré de la méthode MCD (Minimum Covariance

Déterminant, cf annexe A) pour le calcul de la matrice de covariance, qui dit implicitement
que plus une matrice contient d’artefact, plus son déterminant est élevé. On considère aussi
qu’au sein d’une même classe, le déterminant des matrices de covariance est relativement
semblable. Cette approche originale donne de bons résultats en pratique pour un coût de
calcul faible.

Filtrage spatial par CSP. Ce bloc est décisif : il permet d’extraire l’information spatiale
afin de la présenter à l’algorithme de classification. Le côté adaptatif de cet algorithme est
traité par la mise à jour des matrices de covariance moyennes par classe. A titre de rappel les
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filtres spatiaux par CSP se calculent via la diagonalisation conjointe des deux matrices de
covariance moyennes de chaque classe Σ(1) et Σ(2) (cf section 3.2.3). On introduit également
un facteur d’oubli τ dans le but de ne plus prendre en compte les matrices de covariance
estimée trop loin dans le passé, vraisemblablement peu représentatives de la tâche mentale

actuelle. Soit a
(k)
i le scalaire ayant pour valeur 1 si la matrice de covariance Σi ne contient

pas d’artéfact et est de classe k, et valant 0 sinon. Soit le vecteur a
(k)
i = [a

(k)
i . . . a

(k)
i−τ ]. On

met à jour les matrices de covariance moyenne par la formule de la moyenne arithmétique :
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Avant d’effectuer cette mise à jour, on s’assurera que �a(k)i �0 �= 0. Dans les expérimentations
conduites dans notre laboratoire, ce facteur d’oubli a été fixé à 1500 points, ce qui corre-
spond à environ 6 minutes d’enregistrement. On calcule ensuite les filtres spatiaux Wi par
diagonalisation jointe des deux matrices mises à jour. Le problème qui apparâıt est que
d’une itération à l’autre, les filtres spatiaux peuvent permuter au sein de Wi, voire même
changer de signe. Il est nécessaire qu’un filtre garde sa place et son signe au niveau de la
matrice. Il faut donc les repositionner en fonction de la place qu’ils occupaient à l’étape
précédente.

En considérant qu’une itération modifie peu la topologie des filtres spatiaux, on introduit
une mesure de distance entre les filtres spatiaux. Avec Wi = [w1,i...wc,i . . .wC,i] on a :
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avec ici l’exposant 2 comme le carré individuel de chaque élément du vecteur. Cette
distance est invariante par changement de signe et par changement d’échelle. On calcule
ainsi pour chaque couple de filtre la distance correspondant ce qui permet de retrouver les
filtres ayant changé de place et d’effectuer la permutation et le changement de signe au
besoin.

Toutes ces opérations sont relativement délicates, mais elle fonctionnent bien pour les
filtres spatiaux les plus discriminants car ils sont très caractéristiques et changent peu d’une
itération à l’autre.

Rétrospectivement, la mise à jour des filtres via la diagonalisation jointe des matrices de
covariance moyennes n’était pas la solution optimale. Une solution plus élégante et n’ayant
pas ce problème de permutation repose sur la mise à jour directe des filtres à partir d’un
calcul itératif [132] :
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(2)
i wc,i−1 (8.2)

Extraction des caractéristiques : Log variance. Ce simple bloc effectue la projection
de la matrice de covariance par les filtres spatiaux, conserve uniquement la diagonale et en
prend le logarithme :

vi = log
�
diag

�
WT

i ΣiW
T
i

��

On obtient un vecteur de caractéristiques pour chaque matrice. On conserve l’ensemble des
C filtres spatiaux, ce qui produit des caractéristiques de dimension C. Dans cette expérience,
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nous n’effectuons pas de sélection de filtres spatiaux (L = C) pour ne pas ajouter une source
d’invariance supplémentaire au niveau des caractéristiques. Ici C = 16 ce qui ne posera pas
de problème de sur-apprentissage à la classification.

Classification par LDA. Une classification par LDA (section 3.3.2) est appliquée sur ce
vecteur de caractéristiques. La LDA est une technique très peu demandeuse en ressources
de calcul puisque sa résolution fait simplement appel à un calcul de covariance et à une
décomposition en vecteurs propres. Le problème de l’adaptation a donc été simplement
traité par la mise à jour de la base d’apprentissage. On apprend donc un classifieur à
chaque fois qu’un nouveau vecteur de caractéristiques vi est disponible. Un facteur d’oubli
est également introduit pour prendre en compte la modification des filtres spatiaux au
cours du temps. Ce facteur d’oubli est réglé à 750 échantillons, ce qui correspond à 3
minutes environ. L’apprentissage du classifieur s’effectue donc sur les 3 dernières minutes
d’enregistrement EEG. Évidemment, le vecteur vi que l’on classifie à l’instant i n’est pas
pris en compte dans la base d’apprentissage du classifieur calculé au même instant, mais
le sera à l’instant i + 1. La sortie yi de la LDA est une valeur binaire, 1 si on détecte la
présence d’une activité spécifique et 0 sinon.

Brain-Switch. Dans la plupart des ICMs, le traitement s’arrête à cette étape de clas-
sification et on utilise généralement la sortie de la classification comme commande pour
l’effecteur. Dans notre approche nous avons ajouté une étape de post-traitement. Cette
étape a deux buts :

1. adapter la sortie du classifieur pour une prise de décision plus robuste sur le déclen-
chement du BS.

2. adapter la sortie du classifieur pour afficher un feedback non saccadé.

Pour atteindre ces deux buts, on effectue donc un filtrage passe-bas IIR sur la sortie du
classifieur. Le bloc de filtrage IIR de Simulink permet d’obtenir une sortie continue, que
l’on ré-échantillonnera à 30 Hz pour un affichage du feedback non saccadé. Cette nouvelle
sortie ỹi est ensuite utilisée pour prendre une décision concernant le déclenchement du BS.
Si le seuil th, fixé arbitrairement à 0.8, est dépassé pendant un certain temps noté τd (réglé
à 1 s), le déclenchement du BS est lancé. Ce processus est schématisé figure 8.3.

C’est donc dans la durée de maintien de la tâche mentale que l’utilisateur va pouvoir
activer l’interrupteur et non pas dans la simple détection de l’activité spécifique. Le feedback
est alors très important car il permet à l’utilisateur de savoir combien de temps il doit
maintenir sa tâche mentale.

Enfin, une fois le BS enclenché, il faut attendre un certain temps (ici 2 s) avant que le
BS se réamorce et que le prochain déclenchement soit possible. Ce délai permet d’éviter
les déclenchements consécutifs trop rapides alors que l’utilisateur ne souhaite probablement
activer l’interrupteur qu’une seule fois.

Feedback Le feedback s’effectue suivant deux modalités. On a un premier retour visuel
constitué de la barre verticale et du seuil imposé qui affiche en continue la sortie de l’algo-
rithme de classification, filtrée, rééchantillonnée et écrêtée, comme en témoigne la figure 8.3.
Cette information permet à l’utilisateur d’être informé en temps réel de la bonne prise en
compte de sa tâche mentale par l’algorithme, et le cas échéant, de l’ajuster. On dispose
également d’un feedback sonore qui avertit l’utilisateur du déclenchement du BS.

Remarques générales sur la châıne de traitement. Cette châıne de traitement fait
appel à des méthodes classiques de traitement du signal. La mise en œuvre adaptative de
ces algorithmes a introduit un certain nombre de difficultés. Un travail important a été
mené pour rendre cette châıne la plus ergonomique possible de la part de l’utilisateur. Du
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Figure 8.3 – Post-traitement après la classification par LDA

point de vue de l’IHM, il a fallu simuler le contrôle continu à partir d’une sortie discrète de
fréquence 4 Hz. En effet il est très peu agréable de voir le retour visuel évoluer de manière
saccadée, le filtrage et le ré-échantillonnage a donc ici un double emploi. Enfin les différents
paramètres de la châıne (facteur d’oubli, seuil etc) ont été réglés empiriquement lors des
premières expériences de validation de la châıne. Pour ce qui concerne les facteurs d’oubli,
un compromis a été fait entre réactivité à la modification de la tâche mentale et la stabilité
des algorithmes. Pour le seuil et le délai avant déclenchement, les paramètres sont le fruit
d’un compromis entre robustesse et difficulté de déclenchement.

8.3 Campagne de test

8.3.1 Présentation de l’expérience.

Dans le but de valider le fonctionnement du BS, outre les nombreuses expérimentations
menées lors de son développement, une première campagne de tests a été lancée. Il a été
fait appel à 10 sujets volontaires, dont 7 näıfs 1, 2 ayant déjà participé à une seule session
ICM d’un paradigme différent (quasiment näıf) et un utilisateur expérimenté.

La totalité des 16 voies de l’amplificateur a été utilisée. Le montage des électrodes est
donné figure 8.4 et il est construit dans le but de couvrir le plus largement possible les
différentes zones du cerveau, en particulier les zones motrices.

La campagne de test compte une seule session par sujet, d’une durée d’une heure environ
comportant 30 minutes d’enregistrement. Une session se divise en quatre étapes comme
l’illustre la figure 8.5.

Les deux premières étapes A et B sont des paradigmes classiques de type cue based. il
s’agit d’enchâıner sans feedback des réalisations de tâches mentales imposées. L’étape A dure
5 minutes et l’on doit effectuer 10 réalisations des 3 tâches mentales suivantes : mouvement
réel de la main droite, mouvement réel du pied et repos. L’étape B est sensiblement identique

1. Terme consacré pour un utilisateur n’ayant jamais participé à une expérience ICM
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Figure 8.4 – Position des électrodes pour la campagne de test Brain Switch. La masse est
en jaune. L’électrode de référence est placée sur l’oreille.

à la différence que les tâches mentales sont ici des mouvements imaginés. On réalise 20
tâches mentales de chaque classe, le test dure donc 10 minutes. Ces deux étapes ne sont pas
indispensables pour la suite, elles permettent de familiariser le sujet näıf avec le processus de
réalisation de tâche mentale qui n’est pas entièrement naturel. De plus, ces jeux de données
seront utiles pour le développement ultérieur d’algorithmes. Ainsi, le jeu de données portant
sur les mouvements imaginés est utilisé dans le chapitre 4.

Les étapes C et D sont le cœur de la session, le BS. L’étape C est la partie apprentissage
adaptative, elle dure 15 minutes maximum, et peut être arrêtée si le sujet atteint un niveau
stable de performances. Au départ de l’expérience, l’utilisateur n’est pas contraint de choisir
une tâche mentale particulière mais la consigne lui est donnée d’utiliser plutôt une tâche
mentale fondée sur de l’imagerie motrice, qu’il pourra modifier lors de l’apprentissage. Enfin
l’étape D est une étape de test, où les paramètres issus de la phase d’apprentissage, c’est-
à-dire les filtres spatiaux et le classifieur sont fixés. Le paradigme n’est donc plus adaptatif
et le test représente un cas d’utilisation réel où l’utilisateur tentera de déclencher le BS
lorsqu’il le souhaitera. Cette étape dure 5 minutes. Entre chaque étape, on marque une
pause afin que l’utilisateur puisse se reposer.

8.3.2 Évaluation des résultats.

Dans le but d’évaluer les résultats, nous allons définir 5 critères :

Vrai Positif (VP) : un VP est un déclenchement du BS alors que l’utilisateur souhaitait
l’activer. L’utilisateur souhaitant activer le BS le signifie par un appui clavier, puis com-
mence sa tâche mentale. Si un déclenchement a lieu dans les 10 s suivant un appui clavier,
il est considéré comme valide.

Faux Negatif (FN) : un FN est un non déclenchement du BS dans les 10 s suivant un
appui clavier. Un FN signifie que l’utilisateur n’a pas réussi à activer l’interrupteur alors
qu’il tentait de le faire.
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Figure 8.5 – Déroulement en quatre étapes d’une session de la campagne de test.

Faux Positif (FP) : un FP est un déclenchement intempestif de l’interrupteur alors que
l’utilisateur ne le souhaite pas. La figure 8.6 illustre ces trois concepts dans le cadre du BS.

Figure 8.6 – Illustration des VP, FN et FP dans le cadre du Brain switch

True Positive Rate (TPR) : leTPR est une quantité représentant le ratio de tentatives
de déclenchement réussies sur l’ensemble des tentatives :

TPR =
V P

V P + FN

Ce score témoigne de la sensibilité du système. Un TPR de 1 signifie que l’utilisateur a
réussi à activer l’interrupteur dans toutes ses tentatives.

Positive Predictive Value (PPV) : le PPV est une quantité représentant le ratio de
déclenchements volontaires sur l’ensemble des déclenchements. Il se calcule par la formule :

PPV =
V P

V P + FP
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Ce score témoigne de la sélectivité du système. Un PPV de 1 signifie que l’ensemble des
activations était voulu.

Pour un système parfait, le TPR et le PPV doivent tendre vers 1.

8.3.3 Résultats.

Nous allons dans un premier temps détailler les résultats obtenus sur un sujet avant de
donner les performances globales.

Phase d’apprentissage. Pour l’utilisateur E l’apprentissage a duré 10 minutes environ.
Durant ces 10 minutes, il a tenté de déclencher l’interrupteurs 53 fois, ce qui correspond
à une tentative toutes les 12 s. La figure 8.7 montre l’évolution du nombre de VP et de
FP par minute au cours de l’apprentissage. Lors des 2 premières minutes, on observe un
taux de VP approximativement égal au taux de FP, ce qui signifie que l’algorithme répond
de manière hasardeuse. Durant les minutes suivantes, la convergence des filtres spatiaux
permet une augmentation de la sensibilité puis dans les dernières minutes, on observe une
stabilisation de la classification qui fait que le nombre de FP devient nul.

Sur cette même figure, on donne un exemple de la sortie filtrée de la LDA. On note aussi
des caractéristiques spatiales spécifiques au mouvement imaginé de la main, tâche mentale
choisie par le sujet.

Finalement, les performances sont de 0.91 pour le TPR et 0.86 pour le PPV ce qui
témoigne d’une bonne sensibilité et sélectivité.

Phase de test. Les résultats sont donnés à la figure 8.8. En observant l’évolution du
nombre de VP au cours du temps, on remarque que l’utilisateur a éprouvé des difficultés
en début d’enregistrement. Une fois la tâche mentale retrouvée, le test s’est déroulé cor-
rectement avec un taux approximatif de 4 VP par min. On remarque aussi qu’il n’y a eu
aucun FP, ce qui dénote une bonne sensibilité du système. Enfin, le temps moyen avant
déclenchement est d’environ 1.6 s après appui sur le clavier. Compte tenu du délai de
maintien au dessus du seuil d’1 s nécessaire au déclenchement, le système est très réactif.

Erreur au cours de l’apprentissage. Parmi 4 des 10 sujets, un élément est venu per-
turber le déroulement, soit de l’apprentissage, soit du test. Dans la plupart des cas, l’élément
perturbateur est de type expérimental, comme par exemple une électrode qui se décolle du-
rant la pause entre l’apprentissage et le test et qui fait que les paramètres appris ne sont
plus valides. Observons maintenant le cas d’un utilisateur ayant eu un problème au cours
de l’apprentissage. Les résultats sont reportés figure 8.9. Sur la courbe montrant l’évolution
du nombre de VP par min, on observe que tout se passe très bien jusqu’au milieu de l’enreg-
istrement, avec seulement 1 FP en début d’apprentissage. En revanche, à partir du milieu
de l’expérience, les performances chutent brutalement et l’utilisateur n’observe plus aucun
contrôle sur le système. Au niveau des caractéristiques spatiales, on distingue clairement la
présence de la caractéristique correspondant à un mouvement imaginé de la main. Cepen-
dant, en troisième position (en bas, à gauche), on note la présence d’une caractéristique
spatiale dont les coefficients sont élevés pour toutes les électrodes. Ceci est typiquement
le cas d’un artéfact ayant touché l’ensemble des électrodes et ayant perturbé la CSP. En
vérifiant les signaux a posteriori, il apparâıt qu’un artéfact n’a pas été détecté et s’est
propagé en biaisant l’ensemble de la châıne, qui se révèle donc être trop sensible.

Résultats globaux. Les résultats globaux sur l’étape de test sont donnés table 8.1. Si
l’on prend en compte l’ensemble des utilisateurs, on observe un TPR de 0.67 et un PPV
de 0.93. On peut donc dire que la châıne globale est plutôt sélective car il y a peu de
déclenchements involontaires. En revanche le TPR moyen n’est pas très élevé ce qui dénote
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Figure 8.7 – Résultat de l’apprentissage pour l’utilisateur E. De haut en bas : évolution
du nombre de VP et FP au cours du temps, exemple de feedback et de déclenchement de
l’interrupteur, caractéristiques spatiales et table des performances.

une certaine difficulté à activer le BS. En réalité ce score est biaisé par les utilisateurs
ayant rencontré des problèmes lors de l’expérience (noté dans le tableau par une étoile). On
remarque que pour ces 4 utilisateurs, on a très peu de déclenchements (< 10). En revanche
il est rassurant de voir que pour ces même utilisateurs, on a un PPV très élevé ce qui signifie
qu’il y a peu de déclenchements involontaires. Ainsi si la détection ne fonctionne pas (ou
mal), le système ne déclenchera pas de manière intempestive l’interrupteur, ce qui pourrait
avoir des conséquences dans certains cas.

En revanche, si on prend en compte uniquement les utilisateurs qui n’ont pas rencontré
de problèmes lors des tests, on obtient un TPR de 0.89 et un PPV de 0.92. On a donc
là de très bonnes performances qui dépassent même l’état de l’art (par exemple pour [88],
on obtient un TPR de 0.79 et un PPV de 0.84). On note aussi une moyenne de 26 VP au
cours de l’expérience qui a duré 5 minute soit environ 5.2 VP par minute (soit le double
des résultats obtenus dans [88]).
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Figure 8.8 – Résultat du test pour l’utilisateur E. En haut : feedback et déclenchement du
BS. En bas à gauche : distribution des temps de déclenchement. En bas à droite : évolution
du nombre de VP et de FP au cours du temps et table de performances.

Figure 8.9 – Résultat de l’apprentissage pour l’utilisateur K. En haut : évolution du nombre
de VP et de FP au cours du temps. En bas à gauche : Signaux EEG et sortie du bloc de
détection d’artefact. En bas à droite : caractéristiques spatiales.

8.4 Conclusion

Ce chapitre a décrit la mise en place expérimentale d’une version préliminaire du BS.
La châıne présentée est adaptative ce qui permet un apprentissage très rapide. Ainsi en
15 minutes maximum, un utilisateur est capable de contrôler un BS avec un niveau de
performance comparable à l’état de l’art. Le système est relativement robuste dans le sens
où il y a peu de déclenchements involontaires de l’interrupteur. On peut également régler
le niveau de robustesse en ajustant le seuil et le temps avant déclenchement. En revanche,
cela se fera au détriment du taux de réussite car la condition de déclenchement sera plus
dure à atteindre. Cela dépendra donc du contexte dans lequel sera utilisé le BS.
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Sujet TP FP FN TPR PPV
A 29 1 0 1 0.97
B 33 7 3 0.92 0.83
E 19 0 6 0.76 1
G 27 1 4 0.87 0.96
H* 1 0 11 0.08 1
I 18 6 4 0.82 0.75
J* 9 0 9 0.5 1
K* 8 2 10 0.44 0.8
L* 4 0 9 0.31 1
M 31 0 1 0.97 1

moyenne 17.9 1.7 5.7 0.67 0.93
moyenne * 5.5 0.5 9.5 0.33 0.95
moyenne ∗̄ 26 2.5 3 0.89 0.92

Table 8.1 – Résultat sur l’ensemble des utilisateurs

Coté utilisateur, la possibilité d’ajuster sa tâche mentale au fil de l’expérience a été bien
accueillie. L’utilisateur se sent plus impliqué dans le processus d’apprentissage. Au fil de
l’expérience, la tâche mentale devient de plus en plus naturelle et il est fascinant d’observer
la vitesse à laquelle ce processus se produit.

Finalement, les résultats de cette première campagne de test sont encourageants et
confirment la faisabilité d’une ICM orientée vers l’utilisateur, dans le cadre d’une utilisation
peu contraignante, avec une mise en situation opérationnelle rapide.



Chapitre 9

Campagne II : Couplage avec
un effecteur

9.1 Paradigme

En se basant sur les résultats de la première campagne de test, nous souhaitions coupler
le BS ainsi développé avec un effecteur.

L’effecteur choisi est un dispositif de contrôle électronique d’environnement destiné à des
personnes handicapées. Celui-ci est commercialisé par la société PROTEOR 1. Ce disposi-
tif, nommé KÉO (en photo figure 9.1), permet de contrôler divers appareils électroniques,
comme un curseur sur un ordinateur, une télévision, un téléphone ou encore un environ-
nement domotique à l’aide d’un simple contacteur.

Figure 9.1 – Dispositif d’aide électronique à la personne KÉO

En effet, certaines personnes à mobilité très réduite ne peuvent utiliser qu’un contacteur,
dans ce contexte, le KÉO leur permet de sélectionner une action qui leur est présentée via
un mode de défilement. Notre BS étant en substance un contacteur virtuel, il peut aisément
s’interfacer avec le KÉO. Le couplage du BS avec ce dispositif permet ainsi de réaliser une
application répondant à un besoin réel.

Principe de fonctionnement du KÉO. Le KÉO se présente sous la forme d’un écran
affichant une matrice d’actions à réaliser. La matrice est entièrement paramétrable et peut
comporter 9 (3×3) ou 20 (4×5) actions différentes. Les actions sont également paramétrables
et peuvent déboucher soit sur la réalisation d’une action (via l’envoi d’un code infrarouge

1. www.proteor.fr
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à un dispositif externe), soit sur l’ouverture d’un sous-menu (présentation d’une nouvelle
matrice d’action) sur le KÉO. Sur la figure 9.1, le dispositif présente une matrice 3 × 3
permettant, entre autres, d’allumer la télé, monter ou baisser le volume, allumer une lumière
ou encore de composer un numéro de téléphone.

Dans notre scénario, l’utilisateur dispose d’un unique contacteur pour naviguer dans le
menu et sélectionner l’action qu’il souhaite réaliser. Il devra activer successivement plusieurs
fois l’interrupteur pour parvenir à déclencher une action. Ce processus s’effectue en deux
phases :

1. Asynchrone Après une période d’inactivité, le KEO se place automatiquement en
veille. Un premier déclenchement permet de sortir le dispositif de l’état de veille. Il
est alors nécessaire de réaliser un deuxième déclenchement permettant de lancer un
mode de défilement.

2. Synchrone Une fois le défilement activé, les touches vont être placées successivement
en surbrillance. L’utilisateur sélectionne ainsi une action en déclenchant l’interrupteur
lorsque la touche souhaitée est en surbrillance. Il y a deux modes de défilement, un
défilement de type ligne/colonne (comme pour le P300 speller) et un défilement de
type touche.

La figure 9.2 illustre ce processus dans le cadre d’un défilement ligne/colonne. Le
défilement commence par les lignes, en passant à la ligne suivante au bout d’un temps
t > Tdef , paramétrable entre 0.1 et 5 secondes. Une fois la ligne sélectionnée, le défilement
se fait touche par touche sur la ligne en question. Lorsque le KEO est en veille, il faut donc
4 déclenchements successifs pour lancer une action.

La figure 9.3 illustre ce processus dans le cadre d’un défilement touche par touche.
Lorsque le KEO est en veille, il faut 3 déclenchements successifs pour lancer une action.

Figure 9.2 – Processus menant à la réalisation d’une action dans le cadre d’un défilement
Ligne/Colone.

Le défilement ligne/colonne permet d’adresser rapidement un nombre important d’ac-
tions. En revanche, il n’est pas très intuitif d’un premier abord. Nous avons ainsi choisi
d’utiliser un défilement touche par touche, qui est plus lent pour l’utilisateur, mais aussi
plus simple. De plus les tests préliminaires ont montré un meilleur taux de réussite sur les
défilements touche par touche car seulement 3 déclenchements sont nécessaires pour choisir
une action. En effet, en mode défilement, l’utilisateur est contraint par le temps et doit
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Figure 9.3 – Processus menant à la réalisation d’une action dans le cadre d’un défilement
Touche.

déclencher l’interrupteur au bon moment. On observe donc un taux de réussite plus faible
dans ce contexte.

Puisque l’utilisateur devra garder les yeux sur le KEO pour contrôler le défilement, il
n’est pas envisageable de conserver le feedback du BS sur l’écran de l’ordinateur comme
c’était le cas dans la première campagne de test.

Ainsi, un dispositif constitué d’un barre-graphe à LED et piloté par USB via Simulink a
été développé pour remplacer la barre originellement affichée sur l’écran de l’ordinateur. Ce
dispositif est placé à coté du KEO comme le montre la figure 9.4. En plus du barre-graphe,
le dispositif comporte 3 LEDs de couleur (rouge, orange et verte). La LED rouge s’allume
lorsque le BS se déclenche, fournissant un retour visuel en plus du retour auditif généré par
l’ordinateur. La LED orange indique que le seuil est dépassé. La LED verte sert lors de la
phase d’apprentissage pour indiquer à l’utilisateur quand il doit effectuer sa tâche mentale.

Le KEO n’est pas un dispositif conçu pour être piloté par un ordinateur, mais prend
en entrée un contacteur physique. Ainsi le dispositif créé par nos soins servira également
d’interface avec le KEO en émulant un contacteur (grâce à un relai REED). La figure 9.5
présente la châıne expérimentale complète.

9.2 Châıne de Traitement

Contrairement à la première expérience où les algorithmes utilisés étaient des versions
adaptatives de méthodes classiques de l’état-de-l’art, la châıne de traitement implémentée
pour cette campagne de test utilise les algorithmes basés sur la géométrie Riemannienne
qui ont été développés au cours de cette thèse.

Le choix s’est porté sur un algorithme de type MDM (cf section 4.4.3) pour sa simplicité
de mise en œuvre, sa rapidité de convergence et sa robustesse. L’algorithme MDM a été
modifié pour s’adapter au cas particulier du BS où les deux classes (activité spécifique et
non spécifique) n’ont pas la même importance. Plus particulièrement, on souhaite que les
points aberrants et les artéfacts soient toujours classés comme activité non spécifique afin
d’éviter les faux déclenchements de l’interrupteur. Cette variation de l’algorithme MDM,
nommée Robust MDM (RMDM), inclut donc automatiquement la gestion d’artefact.

La châıne de traitement est schématisée par la figure 9.6. Par rapport à la châıne utilisée
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Figure 9.4 – Le KEO (à gauche) et la carte d’interface (à droite) affichant le feedback a
l’utilisateur et commandant le KEO via un relai REED.

Figure 9.5 – Interactions entres les différents dispositifs impliqués dans la châıne
expérimentale. Les signaux EEG sont enregistrés et transmis à l’ordinateur où le traite-
ment du signal est effectué. La sortie de ce traitement est envoyée par USB à la carte
d’interface qui affiche à la fois le feedback et pilote le KEO. Le KEO envoi par infrarouge
la commande correspondante à l’effecteur ciblé.

lors de la première campagne de test (cf figure 8.2), les blocs de détection d’artéfacts,
de filtrage spatial par CSP et de classification par LDA sont remplacés par un unique
algorithme. En effet l’avantage de la géométrie Riemannienne dans ce contexte est qu’elle
permet de fusionner le filtrage spatial et la classification. Seul le bloc RMDM est adaptatif,
ce qui simplifie grandement la mise en œuvre et accélère la convergence de la châıne.
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Figure 9.6 – Châıne de traitement du Brain-Switch utilisant la géométrie Riemannienne.
Le bloc en pointillé est adaptatif.

Filtrage fréquentiel. La fréquence d’échantillonnage est de 512 Hz et le filtrage fréquentiel
consiste en un unique filtre passe bande entre 8 et 30 Hz. Il est réalisé par l’intermédiaire
d’un filtre Butterworth d’ordre 5.

Estimation des matrices de covariance. Les matrices de covariance sont estimées par
SCM sur une fenêtre glissante de 1 seconde, avec un décalage de 100 ms entre 2 estimations.
Ainsi ce bloc fournit les matrices de covariance à une fréquence de 10 Hz. Cette fenêtre induit
un délai sur l’ensemble de la châıne de traitement et donc sur le feedback.

Robuste MDM. C’est le cœur de la châıne de traitement, ce bloc effectue la classifica-
tion des matrices de covariance et sa sortie sera utilisée pour déclencher ou non le BS. Nous
avons développé, pour les besoins de cette expérience, un algorithme robuste à partir de l’al-
gorithme MDM présenté section 4.4.3. Afin d’éviter les problèmes de robustesse rencontrés
lors de la première campagne de test, la détection d’artefact sera effectuée au sein même de
l’algorithme de classification. En utilisant un critère fondé sur la distance Riemannienne,
similaire à celui employé par la classification, on s’assure ainsi que les artefacts non détectés
ne pourront plus biaiser de manière significative l’apprentissage.

L’activité spécifique que l’on cherche à détecter est par définition reproductible et car-
actéristique. Les matrices de covariance des essais qui lui sont associées se situent donc
dans une région particulière de la variété des matrices SDP. Par opposition, l’activité non
spécifique sera constituée de l’ensemble des autres activités possibles, ainsi les matrices de
covariance associées peuvent théoriquement compléter le reste de la variété.

la figure 9.7 montre la dispersion des matrices de covariance dans la variété (cas à
deux électrodes). Les matrices correspondant à des activités spécifiques (en rouge) sont
rassemblées sur une portion de la variété proche de la frontière 2 (symbolisée par le cône
sur la figure de droite) et sont relativement peu dispersées. En revanche, les matrices cor-
respondant aux activités non spécifiques (en bleu) sont dispersées et occupent une portion
beaucoup plus large de la variété.

Comme toute les méthodes de classification supervisée, une phase d’apprentissage per-
mettant d’identifier les caractéristiques de l’activité spécifique est nécessaire. Dans le cas
de la MDM il s’agit simplement d’estimer les matrices de covariance moyennes de chaque
classe. Dans le cas de la RMDM, une région d’intérêt est définie pour se restreindre à une
partie de la variété, et tout point se trouvant hors de cette région d’intérêt sera considéré
comme un artefact. Le processus d’apprentissage est le suivant :

On dispose de I matrices de covariance, nomméesΣi d’indice i = 1 . . . I, ainsi que de leur
étiquettes associées yi ∈ {s, s̄} avec s correspondant à l’activité spécifique. En premier lieu,
on estime la matrice de covariance moyenne Σ(s) des matrices correspondant à l’activité
spécifique par l’utilisation de la moyenne géométrique dans la variété Riemannienne définie
section 4.3.3.

On définit ensuite une région d’intérêt Ω = {Σi | δR(Σ(s),Σi) < �}. La région d’intérêt
est définie de manière à contenir la majeure partie des matrices correspondant à l’activité

2. Au dela de cette frontière un point de R3 ne satisfait plus les propriétés des matrices SPD, en l’oc-
currence la matrice ne sera plus définie positive.
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Figure 9.7 – Position des matrices dans la variété, cas à deux électrodes. Les bornes de la
variété sont représentées par un cône sur la figure de droite.

spécifique. Ainsi, on fixe � = m + 3s avec m et s respectivement la médiane et l’écart
type (estimé de manière robuste par la déviation absolue à la médiane) des distances
{δR(Σ(s),Σi), i |yi = s}, faisant ainsi l’hypothèse que ces distances suivent une distribution
gaussienne. Cette approximation n’est pas rigoureuse mais permet de définir un seuil au
delà duquel la probabilité d’appartenance à la classe d’activités spécifiques est pratiquement
nulle.

La figure 9.8 montre un exemple de la définition de la région d’intérêt à partir de la
distribution des distances. La majorité des matrices correspondant à l’activité spécifique
est à l’intérieur de cette région d’intérêt, et seulement quelques-unes (probablement des
artéfacts) s’en trouvent exclues. On remarque également qu’un grand nombre de matrices
correspondant à l’activité non spécifique sont à l’intérieur de cette région. La définition
seule de la région d’intérêt ne suffit pas à discriminer les classes.
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Figure 9.8 – Distribution des distances au centre et seuil de la région d’intérêt

Une fois cette région d’intérêt définie, on applique simplement l’algorithme MDM sur les
données contenues dans la région d’intérêt. La matrice de covariance moyenne pour la classe
spécifique étant déjà estimée, il suffit simplement d’estimer la matrice de covariance moyenne
Σ(s̄) des matrices de covariance des activités non spécifiques contenues exclusivement dans
la région d’intérêt.

A l’issue de cette procédure d’apprentissage, on a estimé les 3 quantités Σ(s),Σ(s̄) et �
qui seront utilisées pour la classification.

Toute matrice se trouvant à l’extérieur de la région d’intérêt est automatiquement consi-
dérée comme correspondant à une activité non spécifique. Si la matrice en question est à
l’intérieur de la région d’intérêt, elle appartient à la classe dont la moyenne est la plus proche
au sens de la distance Riemannienne. SoitΣ une matrice de classe inconnue y ∈ {s, s̄}. Cette
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prise de décision se traduit mathématiquement par :

y =

�
s si δR(Σ

(s),Σ) < � et δR(Σ
(s),Σ) < δR(Σ

(s̄),Σ)
s̄ sinon.

(9.1)

Cet algorithme a été comparé à l’algorithme utilisé lors de la première campagne de test
sur le jeu de données réalisé lors de cette campagne. Cette comparaison a fait l’objet d’une
communication au GRETSI 2011 [11] et à la BCI conférence 2011 de Graz [9]. Il est ainsi
montré que cet algorithme améliore la robustesse des résultats (PPV passant de 0.8 à 0.9)
par rapport à une châıne CSP + LDA, en offrant donc des résultats similaires à la châıne
CSP + LDA + détection d’artefacts employée pendant la première campagne de test.

Pour implémenter cet algorithme de manière adaptative, il suffit donc de mettre a jour
les matrices de covariance moyennes et le seuil de la région d’intérêt. La procédure de mise

à jour des matrices moyenne est la suivante : soit Σ
(s)
i−1 une matrice moyenne à l’itération

i− 1, et Σi la nouvelle matrice de covariance, la mise à jour se fait par un déplacement sur

la géodésique entre Σ
(s)
i−1 et Σi :

Σ
(s)
i = (Σ

(s)
i−1)

1
2

�
(Σ

(s)
i−1)

− 1
2Σi(Σ

(s)
i−1)

− 1
2

� 1
α

(Σ
(s)
i−1)

1
2 (9.2)

où α est un coefficient tel que :
α = min(i, I) (9.3)

où la valeur I représente le nombre maximum de matrices de covariances utilisées pour
le calcul et définit le pas minimum de la mise à jour. La convergence vers la moyenne
géométrique de cette procédure de mise à jour a été vérifiée hors ligne sur les données de la
première campagne de test. On pourra également remarquer que cette procédure de mise à
jour est l’équivalent Riemannien de la mise à jour Euclidienne suivante :

Σ
(s)
i =

α− 1

α
Σ

(s)
i−1 +

1

α
Σi (9.4)

Le seuil de la région d’intérêt est, quant à lui, mis à jour via le calcul adaptatif de la
moyenne et de la variance de la distance Riemannienne au centre de la région d’intérêt. Ce
calcul adaptatif est similaire à celui employé pour la détection d’artéfacts dans la précédente
châıne de traitement décrite dans la Section 8.2.

Brain-switch. On utilise la sortie du classifieur pour contrôler le déclenchement du BS.
Cette étape est identique à celle utilisée dans la précédente campagne décrite Section 8.

Feedback. Le retour visuel est ensuite affiché en temps réel sur le barre-graphe à LED
disposé à coté du KEO. De la même manière que dans la première campagne de test, on
dispose également d’un retour sonore lors du déclenchement du BS.

9.3 Campagne de Test

9.3.1 Présentation de l’expérience

Le but de cette campagne est de valider le fonctionnement d’un BS couplé avec l’effecteur
KEO, et d’évaluer la capacité d’un utilisateur à prendre en main le système en un temps
minimum. Il sera possible pour l’utilisateur de commander la réalisation de 3 actions :

1. Allumer une lumière (par l’intermédiaire d’une prise commandée par infrarouge via
le KEO).
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2. Déclencher un signal sonore (émis par le KEO).

3. commander l’allumage d’une télévision (fictive).

Pour réaliser une action, l’utilisateur devra activer une première fois le BS pour sortir le
KEO de l’état de veille (ce dernier se met en veille au bout de 30 s d’inactivité), puis lancer la
séquence de défilement par l’intermédiaire d’une seconde activation du BS. Après un délai
de 5 s, le défilement se fait touche par touche, chaque action étant mise en surbrillance
pendant 10 s. L’utilisateur dispose de 2 défilements des trois actions pour sélectionner celle
qu’il souhaite avant que le KEO ne repasse au mode repos.

14 sujets ont participé à cette campagne de tests. La majorité des sujets n’avait ja-
mais participé à une expérience BCI, excepté 2 personnes ayant participé à la précédente
campagne de test qui s’était déroulée un an auparavant.

15 électrodes ont été utilisées, avec un montage resserré sur les zones motrices, la masse
en AFz et la référence au niveau de l’oreille gauche. Le montage est présenté figure 9.9

Figure 9.9 – Position des électrodes pour cette campagne de test. La masse est en jaune,
l’électrode de référence est au niveau de l’oreille gauche.

Chaque sujet a effectué une session d’une durée maximale d’une heure (pose des électrodes
comprise). Une session se déroule en 4 phases :

Prise en main. Une phase de prise en main du système initie l’utilisateur au paradigme
expérimental. La tâche mentale nécessaire à l’activation du BS est l’exécution réelle d’un
mouvement de la main gauche. Cette phase se termine dès que l’utilisateur s’est familiarisé
avec le système. Pour les besoins de l’apprentissage, cette étape est supervisée, c’est-à-dire
que le choix de l’action, que l’utilisateur doit déclencher, est dicté par l’ordinateur.

Apprentissage. Cette phase est similaire à la précédente, mais fondée sur l’imagina-
tion d’un mouvement de la main. Elle permet d’extraire les paramètres de la châıne
de traitement qui seront utilisés par la suite. Cette phase est de durée variable, l’-
expérimentateur jugeant quand il doit arrêter sur la base de la performance de l’utilisateur.
Cette étape est également supervisée.
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Test. Cette phase est similaire à la phase d’apprentissage, et sert à évaluer les perfor-
mances de l’utilisateur à partir des paramètres fixés par l’étape d’apprentissage, elle est donc
supervisée. La châıne de traitement n’est plus adaptative (la mise à jour des paramètres
est désactivée). On demande donc à l’utilisateur d’effectuer successivement 15 séquences
menant à la réalisation d’une des 3 actions proposées, suivant un ordre prédéfini.

Libre. Une phase libre est proposée à l’utilisateur à la fin de la session. C’est une phase
d’utilisation non supervisée où l’utilisateur choisit lui même les actions qu’il souhaite
réaliser. Cette phase lui permet d’apprécier la qualité du contrôle qu’il notera sub-
jectivement sur une échelle de 1 à 5 (1 : pas de contrôle sur le BS, 5 : contrôle parfait).
Cette phase dure autant de temps que l’utilisateur le souhaite.

Déroulement des étapes supervisées

Parmi ces 4 étapes, 3 sont supervisées et suivent donc un déroulement particulier. Une
phase supervisée se décompose en plusieurs séquences entrecoupées par des phases de repos.
Une séquence correspond à une tentative de déclenchement d’une action par l’utilisateur.
C’est l’expérimentateur qui initie le démarrage d’une séquence. Une séquence débute par la
présentation d’une consigne, c’est-à-dire l’action que l’utilisateur doit réaliser. Cette con-
signe est présentée sur l’écran de l’ordinateur pendant 5 s. Suite à cette consigne, l’utilisateur
dispose d’un temps raisonnable pour lancer le défilement sur le KEO. Si l’utilisateur n’arrive
pas à activer le BS, l’expérimentateur peut lancer manuellement le défilement. La phase de
défilement prend fin, de même que la séquence, une fois que l’utilisateur a déclenché une
action, ou que le défilement est complet. Ce déroulement est schématisé par la figure 9.10.

Figure 9.10 – Déroulement des étapes supervisées. Les séquences sont entrecoupées de
phases de repos et sont lancées manuellement par l’expérimentateur. Une séquence débute
par la présentation de la consigne, et se termine par le déclenchement d’une action ou la
fin du défilement.

Pour ne pas perturber le déroulement de l’apprentissage, le BS ainsi que le feedback est
activé seulement à l’issue de la consigne et jusqu’à la fin de la séquence. En effet, un faux
positif en dehors de ces périodes pourrait enclencher la phase de défilement du KEO et
perturber le déroulement de l’expérience. En particulier, au début de l’apprentissage quand
les paramètres n’ont pas encore convergé et que le BS est très sensible. De même, la mise à
jour des paramètres s’effectue uniquement pendant la phase de défilement car c’est la seule
période où l’on connâıt de source sûre si l’utilisateur effectue ou non la tâche mentale. Ce
schéma est illustré figure 9.11.

Enfin, lors des phases d’apprentissage, la sortie du BS est également inhibée pendant les
deux premières séquences ce qui permet de fournir suffisamment de données pour garantir
une stabilité minimale et l’initialisation des paramètres.
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Figure 9.11 – L’activation du BS se fait uniquement après la consigne, et la mise à jour
des paramètres uniquement pendant la phase de défilement.

9.3.2 Évaluation des performances :

Pour cette campagne de test, l’accent à été mis sur la vitesse d’apprentissage et sur les
performances de l’application.

Phase d’apprentissage. La temps nécessaire à l’apprentissage sera évalué à partir des
jeux de données d’apprentissage. On pourra également observer les caractéristiques spatiales
extraites à partir des covariances moyennes des deux classes (activité spécifique vs. activité
non-spécifique)

Phase de test. Les performances de l’application seront évaluées sur les données de test.
Dans cette campagne, le déclenchement du BS est le moyen de réaliser une action, et non
le but de l’expérience comme c’est le cas pour la première campagne décrite chapitre 8. Les
performances ne seront donc pas évaluées sur la base du BS mais plutôt sur la réalisations
des actions. On s’intéressera également sur le temps nécessaire à la réalisation de chacune
des 3 actions. Enfin, on étudiera plus en détail les déclenchements asynchrones (sortie de
veille et lancement du défilement).

La phase de test comporte 15 séquences où l’on demande à l’utilisateur de réaliser
une action particulière parmi la liste des 3 actions disponibles. Si l’utilisateur échoue à
réaliser l’action demandée, par exemple à cause d’un faux déclenchement du BS, la séquence
suivante lui demandera de réaliser la même action. Cela correspond à un cas de figure réel
où l’utilisateur tente de réaliser la même action tant que cette tentative n’est pas couronnée
de succès. Ainsi les utilisateurs n’ont pas tous effectué le même enchâınement de séquences.
On s’intéressera donc ici au nombre d’actions correctement effectuées, sur les 15 actions. On
observera également le nombre médian de tentatives nécessaire à la réalisation de l’action
voulue.

Phase libre. Enfin, à la fin de l’expérience, on demande à l’utilisateur de noter la qualité
du contrôle qu’il a pu expérimenter pendant la phase libre. Cette note fera office de mesure
qualitative de la qualité du contrôle ressenti par l’utilisateur.

9.3.3 Résultats

Parmi les 14 sujets ayant participé à la campagne, 2 n’ont pas obtenu de résultats signi-
ficatifs à la fin de la phase d’apprentissage, et n’ont donc pas poursuivi l’expérience. Il s’agit
probablement du phénomène d’illettrisme ICM (BCI illiteracy) décrit dans la littérature et
qui touche 15 à 30% de la population [29]. Nous somme ici à un pourcentage de 15%. Ces
deux sujets sont donc retirés de l’étude ce qui porte le nombre de participants à 12.
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Phase d’apprentissage. Le tableau 9.1 présente les temps d’apprentissage, noté TA,
ainsi que le nombre de séquences, noté #S, réalisées pour chaque utilisateur.

Utilisateur TA (minutes) #S
AB 9.1 10
AC 10.3 10
AD 8.9 10
AE 13.2 15
AF 9.3 13
AH 6.2 9
AI 10.9 9
AJ 4.5 5
AK 5.5 8
AL 7.0 10
AN 10.1 10
AO 7.6 9
Moyenne 8.5 9.8

Table 9.1 – Temps de la phase d’apprentissage (TA) et nombre de séquences (#S) pour
les 12 utilisateurs.

On observe ainsi un TA moyen de 8 min et 30 s, avec un minimum de 4 min et 30 s pour
l’utilisateur AJ et un maximum de plus de 13 min pour l’utilisateur AE. Le nombre moyen
de séquences est de 10. Ce temps est très court compte tenu du faible nombre de tentatives
de déclenchement réalisé par l’utilisateur. En effet, on compte environ 1 séquence par min ce
qui équivaut à 2 ou 3 tentatives de déclenchement du BS par minute. L’expérience comporte
un grand nombre de phases de repos, en comparaison de la précédente campagne où le
nombre de tentatives de déclenchement oscillait entre 3 et 6 déclenchements par minute.

La figure 9.12 montre la caractéristique spatiale dominante pour les utilisateurs AC et
AJ. On note clairement l’activation de la zone motrice dédiée à la main droite pour ces
deux utilisateurs, ce qui est en accord avec la tâche mentale réalisée.

Figure 9.12 – Caractéristiques spatiales principales pour l’utilisateur AC (à gauche) et AJ
(à droite) à la sortie de la phase d’apprentissage.

Enfin, par rapport à la première campagne de test où l’apprentissage de plusieurs util-
isateurs a été influencé par la présence d’artefacts non détectés, ce type de problème ne
s’est pas reproduit. La châıne de traitement est donc plus robuste.

Phase de test. La phase de test permet de mesurer les performances de l’application. La
figure 9.13 illustre la réalisation d’une séquence pour l’utilisateur AJ. La séquence débute au
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temps t = 450s, l’utilisateur patiente ensuite quelques secondes et déclenche une première
fois le BS (t = 467s) pour sortir le KEO de l’état de veille. L’utilisateur déclenche ensuite une
deuxième fois le BS pour lancer le mode de défilement qui lui présentera successivement
les différentes actions. Lorsque l’action ciblée est mise en surbrillance par le défilement
(t = 476s), l’utilisateur tente de déclencher le BS pour valider cette action. Ce dernier
déclenchement marque la fin de la séquence.
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Figure 9.13 – Évolution temporelle d’une séquence pour le sujet AJ. On note les 3
déclenchements du BS permetant la sélection et la réalisation d’une action.

La figure 9.14 permet d’observer l’efficacité de la détection d’artéfacts. Sur la période
de temps observée (80 s), on remarque que la distance au centre de la région d’intérêt
augmente brusquement à plusieurs reprises et dépasse le seuil fixé lors de l’apprentissage.
L’observation des signaux EEG sur un sous-ensemble d’électrodes permet de confirmer
visuellement la présence d’artéfacts lors de ces brusques augmentations.

La Table 9.2 présente les résultats des 15 séquences pour les différents utilisateurs. Le
caractère ✔ signifie que l’utilisateur a réussi à réaliser l’action qui lui était demandée dans
la consigne. Le caractère ✘ signifie que l’action réalisée est la mauvaise, ou qu’aucune action
n’a été réalisée.

Certain utilisateurs s’en sortent très bien, avec 14/15 des actions correctement réalisées
(utilisateur AO et AJ), à la différence des utilisateurs AD et AL.

Le cas de l’utilisateur AL est très intéressant. En observant le déroulement de la phase
de test, donnée figure 9.15, on peut faire plusieurs constatations :

– Le feedback est très ”propre”, dans le sens où il oscille très peu. En particulier pendant
les phases de repos entre deux séquences, le feedback reste à zéro. Ceci signifie que
l’algorithme de classification arrive parfaitement à classifier l’activité non spécifique.

– Tous les déclenchements asynchrones du BS sont réalisés avec succès. De même lorsque
l’action ciblée est mise en surbrillance, l’utilisateur arrive toujours à déclencher le BS.
L’utilisateur parvient donc correctement à contrôler le déclenchement du BS quand il
le souhaite.

– Les faux déclenchements de l’interrupteur interviennent uniquement lors des phases
de défilement.

On peut donc conclure à partir de ces constatations que la phase de défilement perturbe
l’utilisateur et produit des faux déclenchements du BS. Le changement de contexte entre
les phases asynchrones et les phases synchrones modifie généralement l’activité mentale du
sujet qui éprouve ainsi plus de difficulté à contrôler le BS.
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Figure 9.14 – Détection d’artéfacts (en haut) et signal EEG sur les éléctrodes C3, Cz et
C4 (en bas). La présence d’artéfact sur le signal est bien corrélée avec la détection et la
distance au centre de la région d’intérêt.

Si l’on observe la caractéristique spatiale principale obtenue lors de l’apprentissage,
donnée figure 9.16, on remarque que les zones impliquées n’ont rien à voir avec la tâche
mentale (mouvement imaginé de la main droite). Ainsi, c’est préférentiellement les zones
frontales qui sont impliquées. L’explication la plus probable est donc que l’apprentissage a
probablement dû accrocher sur l’état mental de concentration lié à la réalisation de la tâche
mentale plutôt que sur cette dernière. Ainsi l’utilisateur arrive simplement à déclencher
le BS en se concentrant. Cela fonctionne très bien pour les déclenchements asynchrones,
en revanche lorsque l’on passe en mode défilement, qui implique une plus grande charge
mentale, cela aboutit à des déclenchements involontaires du BS.

Les performances globales sont données Table 9.3, en terme de nombre d’actions cor-
rectement réalisées, notées#AC et%AC pour le pourcentage. Cette table donne également
le temps nécessaire à la réalisation des 15 séquences, ainsi que le nombre médian de tenta-
tives nécessaire à la réalisation d’une action, noté Med NT. Enfin, elle fournie la valeur
du TPR pour les déclenchements de type asynchrones.

On obtient ainsi un score moyen de 68 % d’actions correctement réalisées, c’est-à-dire de
séquences ayant conduit à la réalisation de l’action demandée par la consigne. On remarque
également 4 utilisateurs (AF, AJ, AN et AO) dont les scores sont particulièrement bons
avec environ 90% de réussite.

On note en revanche 3 utilisateurs (AC, AD et AL) dont les performances (≤ 50%) ne
sont pas suffisantes pour envisager une utilisation dans le cadre de la vie courante.

Le TPR observé pour les déclenchements asynchrones est en moyenne de 0.9. Le BS
offre donc des performances similaires à celles observées lors de la première campagne de
test (cf chapitre 8). On remarquera que cette valeur est généralement élevée même pour
les utilisateurs n’ayant pas réussi à réaliser toute les actions. Il est donc plus facile pour
l’utilisateur de sortir de l’état de veille (ou de lancer le défilement) que de sélectionner
l’action désirée au bon moment. On peut en conclure que le timing du défilement n’était
pas optimal pour tous les sujets.

Il est intéressant d’observer le nombre médian de tentatives nécessaire à la réalisation
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User 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15
AB ✘ ✔ ✔ ✔ ✔ ✘ ✘ ✘ ✔ ✔ ✔ ✘ ✔ ✔ ✘
AC ✘ ✔ ✔ ✘ ✘ ✘ ✘ ✔ ✔ ✘ ✔ ✔ ✘ ✔ ✔
AD ✘ ✘ ✔ ✔ ✘ ✔ ✘ ✘ ✘ ✔ ✘ ✘ ✔ ✔ ✘
AE ✘ ✔ ✔ ✔ ✔ ✘ ✘ ✔ ✔ ✔ ✔ ✘ ✘ ✔ ✘
AF ✔ ✔ ✔ ✘ ✔ ✔ ✔ ✔ ✔ ✔ ✘ ✔ ✔ ✔ ✔
AH ✔ ✔ ✘ ✔ ✘ ✔ ✘ ✔ ✔ ✘ ✘ ✘ ✔ ✘ ✔
AI ✔ ✔ ✔ ✔ ✔ ✔ ✘ ✘ ✔ ✔ ✔ ✔ ✘ ✘ ✔
AJ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✘ ✔ ✔
AK ✔ ✔ ✔ ✔ ✘ ✘ ✔ ✘ ✔ ✔ ✔ ✔ ✘ ✔ ✔
AL ✔ ✔ ✘ ✔ ✘ ✔ ✘ ✘ ✘ ✘ ✔ ✘ ✔ ✘ ✘
AN ✘ ✔ ✔ ✘ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔
AO ✔ ✔ ✔ ✔ ✔ ✔ ✘ ✔ ✔ ✔ ✔ ✔ ✔ ✔ ✔

Table 9.2 – Succès ✔ ou échec ✘ dans la réalisation de l’action pour chacune des 15
séquences de la phase de test.
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Figure 9.15 – Évolution temporelle de la phase de test pour l’utilisateur AL

d’une action, noté Med NT. C’est un paramètre important pour l’utilisateur. Par exem-
ple, on observe sur le tableau 9.2 que l’utilisateur AB a eu besoin de 4 séquences pour
réaliser l’action demandée lors de la séquence 6. L’action placée en 3ème position dans le
défilement est plus dure à réaliser car la probabilité d’avoir un faux déclenchement pendant
le défilement des autres actions est plus grande. Il est parfois nécessaire de s’y reprendre
à plusieurs fois avant d’atteindre cette action. Ainsi, 8 des 12 utilisateurs ont un nombre
médian de tentatives de 1, c’est-à-dire qu’à quelques exceptions près, il leur a suffi d’une
seule tentative pour réaliser l’action désirée.

En moyenne, le nombre de tentatives est de 1.3, ce qui montre que malgré le taux de
réussite de 68%, les utilisateurs arrivent relativement rapidement à réaliser l’action désirée.

La figure 9.17 présente la distribution du temps nécessaire au premier déclenchement du
BS dans le mode asynchrone, c’est-à-dire pour sortir le KEO de l’état de veille ou de lancer
le défilement. Cette quantité représente le temps qu’a mis l’utilisateur pour déclencher le
BS après que la consigne lui ait été présentée. Le maximum de cette distribution se trouve
autour de 4 s, ce qui est plutôt rapide compte tenu du délai de 1 s induit par l’estimation
des matrices de covariance ainsi que celui de 1 s nécessaire pour activer le BS. On note
également un rebond autour des 12 s. En effet, il est courant que l’utilisateur n’arrive pas à
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Figure 9.16 – Caractéristique spatiale principale pour l’utilisateur AL.

User TPR #AC %AC Temps (min) Med NT
AB 1 9 60 12.0 1
AC 0.71 8 53 8.9 1.5
AD 0.93 6 40 10.8 2.5
AE 0.79 9 60 10.4 1
AF 0.71 13 87 9.6 1
AH 1 8 53 11.2 2
AI 0.86 11 73 11.9 1
AJ 1 14 93 11.0 1
AK 1 11 73 8.6 1
AL 1 6 40 9.8 2
AN 0.87 13 87 12.9 1
AO 1 14 93 11.2 1
Moyenne 0.9 10.2 68 10.7 1.3

Table 9.3 – Résultats chiffrés pour les 12 sujets. TPR pour les déclenchement asynchrones
uniquement, #AC le nombre d’actions correctement réalisées, %AC le pourcentage corre-
spondant et Med NT le nombre médian de tentative de déclenchement du BS.

déclencher le BS lors de sa première tentative de réalisation de sa tâche mentale. Il marque
donc généralement une courte pause puis recommence sa tâche mentale.

La figure 9.17 présente également la fonction de répartition de ce temps nécessaire au
premier déclenchement. On note ainsi que 80% des déclenchements se produisent en moins
de 10 s.

Phase libre. La phase libre (sans consigne) permet à l’utilisateur d’apprécier le contrôle
de l’application en choisissant lui-même les actions qu’il souhaite réaliser. A l’issue de cette
phase, l’utilisateur attribue une note entre 1 et 5 à la qualité du contrôle qu’il a ressenti.
La table 9.4 présente ces résultats.

User ABACADAEAFAHAIAJAKALANAO Moyenne
Note 4 4 3 3 4 3.5 4 4 3.5 3 4 4 3.7

Table 9.4 – Note attribuée par chaque utilisateur à la qualité du contrôle de l’application
lors de la phase libre.

On obtient une note moyenne de 3.7, ce qui dénote un contrôle plutôt bon de l’appli-
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Figure 9.17 – Distribution (à gauche) et fonction de répartition (à droite) du temps
nécessaire au premier déclenchement du BS dans le mode asynchrone, c’est-à-dire pour
sortir le KEO de veille ou lancer le défilement.

cation. Les utilisateurs ayant donné la note de 3 font part de la remarque suivante : le
feedback oscille de manière assez importante, ils n’ont donc pas l’impression de contrôler
particulièrement l’évolution du feedback. En revanche, ils contrôlent bien le déclenchement
du BS en profitant de ces oscillations et en réalisant la tâche mentale lorsque le feed-
back est déjà au dessus du seuil, lui permettant de se maintenir le temps requis pour le
déclenchement. Les utilisateurs ayant noté 4 ont un contrôle plus propre et direct du BS,
malgré quelques faux déclenchements, ils ont réellement le contrôle sur le feedback et donc
sur l’application.

9.4 Conclusion

Cette deuxième campagne de test, en poursuivant le travail réalisé lors de la première
campagne, a permis de mettre en œuvre avec succès un couplage du BS avec un effecteur, en
offrant la possibilité à ses utilisateurs d’interagir avec l’environnement immédiat (allumer
une lumière, etc ...).

L’utilisation d’un algorithme moins sensible aux artéfacts a permis de résoudre les prin-
cipaux problèmes de stabilité de l’apprentissage adaptatif rencontrés lors de la première
campagne de test.

Les performances globales sont satisfaisantes (68% d’action correctement réalisées), avec
un certain nombre d’utilisateur offrant même de très bons résultats (> 90%), avec seulement
un apprentissage de 10 minutes.
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Conclusion et perspectives

Dans ce chapitre, nous conclurons en revenant sur les principaux travaux réalisés au
cours de ces 3 ans. Les avantages et les inconvénients des différentes approches seront
discutés afin de proposer les pistes de recherches pour les développements futurs.

Conclusions

Au cours de cette thèse et de ce manuscrit, nous avons tenté d’aborder de manière
cohérente l’ensemble des points nécessaires à la réalisation d’une ICM, en gardant à l’e-
sprit les contraintes liées à une mise en œuvre dans un contexte de vie courante. Le travail
réalisé lors de cette thèse s’articule en deux parties. La première partie concerne l’algo-
rithmie, le but a été de développer des méthodes de traitement du signal originales afin de
résoudre les problématiques liés à l’utilisation des ICMs dans un contexte de vie courante.
Le deuxième partie concerne la réalisation d’expérimentations et la mise en œuvre
d’une ICM utilisant les méthodes développées jusqu’à présent. Ces deux tâches ont été
conduites en parallèle. La possibilité de réaliser des expériences conjointement avec le
développement algorithmique est un point clef dans la réalisation d’une ICM. En effet, elle
permet une interaction plus grande entre les retours de la part des utilisateurs et la con-
ception de la châıne de traitement orientant ainsi le développement algorithmique vers des
problématiques directement liées à l’expérimentation.

Dès le début de la thèse, nous nous sommes concentrés sur l’exploitation de l’information
spatiale contenue dans les signaux EEG. Bien que cette problématique soit très large-
ment traitée dans la littérature, nos premières expérimentations nous ont montré que de
nombreuses améliorations pouvaient encore être apportées, notamment sur le volet de la ro-
bustesse. Les principales techniques de filtrage spatial ont donc été étudiées en profondeur
et mises en œuvre expérimentalement. Cette étude a fait ressortir le rôle primordial que joue
la matrice de covariance dans l’exploitation de cette information spatiale. L’utilisation
de la géométrie de l’information, qui permet de manipuler ces matrices en respectant
la topologie de leur espace, est alors apparue comme évidente pour traiter la problématique
de classification des signaux EEG. Le concept de la géométrie de l’information s’immisce à
tous les niveaux de la châıne de traitement, que ce soit pour la classification [8, 10], pour la
sélection d’électrodes [6] ou de filtres spatiaux [7], pour apporter de la robustesse lors des
expérimentations [9, 11] ou finalement pour aborder avec une nouvelle vision la châıne de
traitement de référence [7].

Classification

Les méthodes de classification développées reposent sur l’emploi d’une nouvelle métri-
que permettant de comparer entre elles les matrices de covariance. Cette métrique Rie-
mannienne est en réalité la métrique de la variété des distributions normales multivariées
et centrées définie dans le cadre de la géométrie de l’information. Un panel de méthodes,
de complexité variée, a donc été proposé et se divise en 3 groupes :

Les méthodes de classification dans la variété (MDM et kNN) offrent des perfor-
mances identiques aux méthodes de l’état de l’art tout en étant très simples à mettre en
œuvre.

Les méthodes de filtrage géodésique permettent de dé-bruiter les données avant de
leur appliquer une classification dans la variété. On pourra les voir comme des méthodes de
filtrage spatial non-linéaire. Les performances obtenues surpassent nettement les méthodes
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de l’état de l’art sur l’ensemble des jeux de données testés. Elles représentent un bon
compromis entre complexité et performances.

Les méthodes de classification dans le plan tangent permettent d’utiliser des algo-
rithmes de classification évolués (Régression logistique, SVM) pour un gain en performance
significatif. Ce sont les méthodes les plus prometteuses, le passage dans le plan tangent per-
mettant d’appliquer aux matrices de covariance l’ensemble des méthodes de classification
couramment utilisées dans les espaces Euclidiens. En revanche, ces méthodes se confrontent
au problème de classification en grande dimension, qui devient limitant lorsque le nombre
d’électrodes augmente.

Les méthodes des deux premiers groupes peuvent être employées sans modification
dans la majorité des cas, y compris sur des données fortement bruitées. Elles sont également
très simples à implémenter. Elles peuvent être directement utilisées par des non-spécialistes
car elles ne nécessitent le réglage d’aucun paramètre et sont très stables. Lors de leur
application sur l’ensemble des données que nous avons eu à disposition, nous n’avons pas
observé de désavantage à leur emploi, si ce n’est un coût calculatoire plus élevé.

Les méthodes de classification dans l’espace tangent nécessitent encore des améliorations
avant de pouvoir prétendre à une large acceptation de la part de la communauté des ICMs.
D’une part, elles requièrent l’optimisation d’un certain nombre de paramètres, ce qui de-
mande généralement la mâıtrise de la méthode en question. D’autre part, elles sont plus
sensibles à l’augmentation du nombre d’électrodes et doivent donc être employées avec
précaution.

Sélection d’électrodes

La problématique de sélection d’électrodes a également été abordée et deux algorithmes
ont été développés. L’un d’eux se fonde directement sur les travaux concernant la géométrie
Riemannienne et offre des performances remarquables. L’emploi d’algorithmes de sélection
d’électrodes reste néanmoins anecdotique dans les expérimentations menées jusqu’à présent
dans le domaine. Cependant, ce constat devrait être amené à changer dans le futur, car
l’utilisation de tels algorithmes, notamment dans le cadre de la sélection spécifique à une
application, répond à une problématique réelle pour qui souhaite réaliser une ICM à desti-
nation du grand public.

Expérimentations

Lors de cette thèse, nous avons conduit deux campagnes de tests portant sur la mise en
œuvre d’un brain-switch, dont la réalisation a été guidée par les critères de robustesse et
d’ergonomie. Sur ces deux points, les résultats obtenus sont encourageants. La première
campagne avait pour but de valider l’utilisation d’un paradigme asynchrone à apprentissage
adaptatif. Il a été montré que l’utilisateur pouvait ainsi apprendre à contrôler un brain-
switch avec un apprentissage de 10 minutes environ avec un bon taux de réussite, équivalent
à celui observé dans l’état de l’art. L’originalité de cette expérience réside aussi dans la
possibilité laissée à l’utilisateur de choisir et d’adapter au mieux et en fonction du feedback
la tâche mentale qu’il va utiliser pour contrôler le brain-switch. Cette liberté, rendue possible
par l’emploi d’une châıne adaptative et d’un feedback à faible latence (250 ms), stimule
le processus d’apprentissage de l’utilisateur et le replace au centre de l’expérience. Ainsi,
certains sujets ont modifié la tâche mentale initiale de manière très significative, au point
d’éprouver des difficultés à décrire la tâche mentale utilisée en fin d’expérience. En revanche,
les algorithmes de l’état de l’art (CSP et LDA) se sont montrés trop sensibles aux artefacts,
ce qui a perturbé le déroulement de l’expérience pour plusieurs des sujets.

La deuxième campagne de test a permis de coupler ce brain-switch à un effecteur par
l’intermédiaire d’un dispositif de contrôle d’environnement, le KEO, couramment utilisé par
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des personnes en situation d’handicap. Ce dispositif se pilote simplement par l’intermédiaire
d’un interrupteur et offre différents modes de navigation afin de permettre à l’utilisateur de
choisir une action à réaliser dans un menu. Nous avons ainsi offert la possibilité de réaliser
3 actions : allumer une lampe, émettre un signal sonore et allumer une télévision. Avec
un apprentissage de 5 à 15 minutes, la majorité des utilisateurs a ainsi pu interagir avec
succès avec leur environnement. L’utilisation d’un algorithme robuste fondé sur la géométrie
Riemannienne a permis de simplifier grandement la châıne de traitement et l’a rendue moins
sensible aux artefacts, les problèmes rencontrés lors de la première campagne ne se sont pas
reproduits.

Paradoxalement, c’est le couplage avec l’effecteur et non la mise en œvre de l’algorithme
de classification qui a posé le plus de problèmes. En effet, le KEO n’est pas conçu pour être
piloté par un ordinateur, et pour les besoins de l’apprentissage supervisé, il est nécessaire de
connâıtre l’état dans lequel se trouve le dispositif à chaque instant. Ainsi un KEO ”virtuel”
(un observateur) a été introduit, reproduisant le comportement du KEO et permettant ainsi
d’accéder aux variables internes (action sélectionnée, veilles, etc).

Cependant, un certain nombre de points n’ont pu être abordé au cours de ces expérimen-
tations. La principale interrogation concerne la stabilité de la classification au cours du
temps (pour des sessions plus longues) ainsi que sa réutilisation entre différentes sessions.
Malgré un temps d’apprentissage très court, il n’est pas réellement envisageable, pour une
utilisation quotidienne, de devoir effectuer une procédure d’apprentissage complète à chaque
mise en place de dispositif.

Perspectives

Calibration et adaptation. De manière générale, l’abandon du filtrage spatial est un
grand pas vers la simplification de la châıne de traitement des ICMs. L’exploitation directe
de l’information spatiale par la méthode de classification, sans passer par le filtrage spatial,
ouvre de nombreuses perspectives. Ainsi, la phase de calibration de l’ICM pourrait encore
être réduite en initialisant la classification avec un classifieur commun à l’ensemble des
utilisateurs, qui serait ensuite adapté spécifiquement à chaque utilisateur. L’estimation de
ce classifieur est alors facilitée par la simplification de la châıne de traitement. L’adaptation
inter-utilisateurs ou inter-sessions des paramètres de la classification pourrait être traitée
par l’intermédiaire de méthodes non supervisées, les résultats préliminaires sur l’algorithme
de classification non-supervisée k-means montrant de bonnes performances (dans certains
cas). De la même manière, cette adaptation est facilitée par la propriété d’invariance par
projection de la métrique Riemannienne. En effet, les relations de distances dans la variété
sont conservées par toute projection linéaire de Gl(n). Sous l’hypothèse que les variabilités
inter-sessions soient modélisables par une telle application linéaire, l’adaptation reviendrait,
dans le cas de la classification dans l’espace tangent, à une simple mise à jour du point de
calcul de l’espace tangent. Des résultats préliminaires encourageants ont été obtenus par
cette méthode.

Extension des méthodes Riemannienne à d’autres paradigmes. Dans cette thèse,
la géométrie Riemannienne est utilisée uniquement dans le cadre de paradigmes fondés sur
l’imagerie motrice, mais ce n’est pas une limitation intrinsèque. Ainsi, son emploi peut être
étendu à d’autres applications de l’EEG, comme la détection des phases de sommeil ou de
l’estimation de la charge mentale. D’une manière générale, ces méthodes sont applicables
partout où les signaux sont caractérisés par leur variance. En revanche, elles sont peu
adaptées à la détection des potentiels évoqués du type P300, l’estimation de la matrice
de covariance spatiale ne prenant pas en compte la dépendance des échantillons temporels
successifs. Il est néanmoins envisageable de les appliquer sur de tels paradigmes, via une
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adaptation de l’estimation des matrices de covariance dans le but de faire ressortir les
caractéristiques temporelles des signaux.

Exploitation de l’information fréquentielle. Ces travaux sur l’exploitation de l’in-
formation spatiale se sont fait au détriment de l’exploitation de l’information fréquentielle.
Si l’on souhaite augmenter les performances de manière significative, il est nécessaire d’-
exploiter des informations complémentaires, notamment celles contenues dans le domaine
fréquentiel. Ainsi, on peut espérer un gain important en utilisant des matrices de covariances
spatio-fréquentielle afin d’exploiter les évolutions conjointes de variance entre les différentes
électrodes et bandes de fréquences. Nos recherches préliminaires effectuées dans ce sens (util-
isation de banque de filtres, décomposition de matrices en produit de Kronecker, ...) ont été
peu fructueuses car l’augmentation de la dimension de la variété pénalisait généralement les
résultats obtenus. Néanmoins, c’est dans ce sens que les futurs travaux devront être menés,
afin de supprimer, après le filtrage spatial, le filtrage fréquentiel.



Cinquième partie

Annexes

151





Annexe A

Estimation des matrices de
Covariance

A.1 Introduction

La matrice de covariance tient un rôle central dans la plupart des méthodes présentées
tout au long de ce document. Son estimation correcte est donc absolument indispensable.

Soit x(t) ∈ �C un échantillon temporel de signal EEG enregistré sur C électrodes.
On suppose que x(t) est la réalisation d’un processus aléatoire suivant une loi normale
multivariée N (µ,Σ). La matrice de covariance est égale à :

Σ = E
�
(x(t)− E[x(t)]) (x(t)− E[x(t)])T

�
(A.1)

Or on ne dispose que de Nt réalisations de ce processus aléatoire pour estimer au mieux
cette matrice de covariance. Soit X ∈ �C×Nt la matrice constituée de ces Nt réalisations (
des échantillons temporels dans le cas de l’EEG), on cherche une fonction d’estimation f(.)
tel que :

Σ̂ = f(X) � Σ (A.2)

avec Σ̂ une estimation de la valeur vraie de la covariance.
Plusieurs quantités permettent de quantifier la qualité d’un estimateur. Étant donné

que Σ̂ est obtenue à partir d’un tirage de Nt réalisations, Σ̂ est elle-même une réalisation
d’un processus aléatoire. Alors il est possible de définir des notions statistiques sur les
estimateurs, dont deux sont particulièrement importantes :

Le Biais : Le biais d’un estimateur est égal à l’écart entre la valeur vraie et l’espérance
de l’estimateur :

B(Σ̂) = Σ− E[Σ̂] (A.3)

On parle d’estimateur non-biaisé lorsque le biais est nul. Un estimateur non-biaisé a plus
de chance de s’approcher de sa valeur vraie et donc donne en moyenne une estimation
de meilleure qualité qu’un estimateur biaisé. En effet l’estimateur non-biaisé minimisera

l’erreur quadratique E
�
(Σ̂−Σ)2

�
entre l’estimation et la valeur vraie.

La Convergence : Un estimateur est dit convergent (ou parfois consistant) s’il converge
vers sa valeur vraie quand le nombre de réalisations utilisées dans l’estimation tend vers
l’infini.

Σ̂ −→
Nt→∞

Σ (A.4)

Robustesse : Un autre paramètre important des estimateurs est leur robustesse. La
robustesse peut se définir comme étant la résistance d’un estimateur aux points aberrants
(outliers), ou en d’autres termes la capacité de l’estimateur à estimer la bonne valeur malgré
la présence de réalisations x(t) suivant une loi dont les paramètres divergent fortement de
ceux qu’on souhaite estimer.
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On utilise généralement le point de rupture comme mesure de la robustesse. Le point
de rupture représente le pourcentage de contamination maximum au delà duquel l’estima-
teur donne un résultat aberrant. Ainsi un estimateur aura un point de rupture de 5% s’il
n’est plus capable d’estimer Σ avec précision lorsque X est contaminé par plus de 5% de
points appartenant à une distribution dont la covariance est significativement différente de
Σ.

Le point de rupture maximum est de 50% et il existe des estimateurs qui s’en rap-
prochent.

La figure A.1 montre un mélange de deux distributions N1 = N (0, 1) et N2 = N (6, 1)
à hauteur de 10%. On souhaite estimer la moyenne µ = 0 de N1, les données étant alors
contaminées par 10% de points appartenant à N2, l’utilisation de la moyenne empirique est
fortement déconseillée car elle dévie fortement comme on peut le voir. La médiane est alors
un estimateur plus robuste de µ.
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Figure A.1 – mélange de deux distributions N1 = N (0, 1) et N2 = N (6, 1) à hauteur de
10%. La médiane est un estimateur de µ plus robuste que la moyenne empirique.

A.2 Estimation

Il existe de nombreux estimateurs pour la matrice de covariance. Nous dresserons ici une
liste non exhaustive des principaux. On considèrera dans tout ce qui suit que les données
sont centrées (de moyenne nulle), comme c’est le cas en EEG.

Sample Covariance Matrix (SCM)

C’est l’estimateur classique utilisé dans la plupart des algorithmes. Il est non-biaisé,
convergent et très peu robuste. L’équation est la suivante :

Σ̂ =
1

Nt − 1
XXT (A.5)

Normalized Sample Covariance Matrix (NSCM)

Cette estimateur est une variation autour de la SCM. Il est biaisé et non convergent.
En revanche il est plus robuste car il pénalise les points dont les valeurs sont grandes.

Σ̂ =
C

Nt

Nt�

t=1

x(t)x(t)T

x(t)Tx(t)
(A.6)
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Fixed Point estimator (FP)

Cet estimateur est similaire à l’estimateur NSCM, mais la normalisation est effectuée
par l’intermédiaire de la distance de Mahalanobis :

Σ̂ =
C

Nt

T�

t=1

x(t)x(t)T

x(t)T Σ̂−1x(t)
(A.7)

Cet estimateur est non-biaisé et convergent. En revanche, il se calcule par une procédure
itérative : �

Σ̂(i+ 1) = C
Nt

�T
t=1

x(t)x(t)T

x(t)T Σ̂(i)−1x(t)

Σ̂(0) = Σ̂NSCM

(A.8)

Trace Normalized Sample Covariance Matrix (TNSCM)

Cet estimateur est principalement utilisé en BCI dans le cadre de la CSP. Il est équivalent
à l’estimateur SCM, à un facteur près.

Σ̂ =
XXT

Tr(XXT )
(A.9)

Shrinkage Covariance matrix (ShCov)

Cette estimation se base sur une opération de régularisation par shrinkage :

Σ̂ = (1− γ)ΣSCM + γνI (A.10)

où γ ∈ [0 : 1] est le paramètre de la régularisation et ν une constante multiplicative, prise
comme la moyenne des valeurs propres de ΣSCM [18].

Le paramètre γ optimal est estimé par la technique suivante [111] :
Soit zij(t) la quantité suivante :

zij(t) = (xi(t)− µi)(xj(t)− µj) (A.11)

où xi(t) et µi sont les i-èmes éléments des vecteurs x(t) et µ, respectivement, avec µ
l’espérance de x(t).

Soit sij un élément de la matrice de covariance ΣSCM . On calcule le paramètre γ∗

optimal par :

γ∗ =
Nt

(Nt − 1)2

�C
i,j=1 var(zij(t))�

i�=j sij +
�

i(sii − ν)
(A.12)

Local Temporal Covariance Matrix (LTCov)

L’estimation de la matrice de covariance par SCM peut également prendre la forme
suivante :

Σ =
1

Nt

Nt�

t=1

(x(t)− x̄) (x(t)− x̄)
T
=

1

2Nt
2

Nt�

l=1

Nt�

m=1

(x(l)− x(m)) (x(l)− x(m))
T

(A.13)

On introduira alors un facteur de pondération de manière à pénaliser les fortes variations
entre deux échantillons temporels x(l) et x(m) :

Σ̂ =
1

2Nt
2

Nt�

l=1

Nt�

m=1

plm (x(l)− x(m)) (x(l)− x(m))
T

(A.14)
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avec plm un coefficient paramétré par le couple (γ, τ) tel que :

plm =

�
exp [−�x(l)−x(m)�2

γ ] si |l −m| ≤ τ

0 sinon
(A.15)

La condition |l − m| ≤ τ implique qu’un artefact n’aura d’effet que localement dans
le calcul, i.e. il ne biaisera l’estimation que pour les points proches de lui temporellement.
Le paramètre γ permet quant à lui de pondérer les fortes variations d’amplitudes. γ a
généralement pour valeur un multiple de la variance des signaux (typiquement 2σ2), et τ
représente quelques échantillons (typiquement 5).

Minimum Determinant Covariance Matrix (MCD)

La méthode MCD est une méthode d’estimation de matrice de covariance très populaire
car elle a un point de rupture élevé (α = 0.5) [108]. Cette méthode cherche le sous ensemble
d’observations H parmi l’ensemble des observations tel que la matrice de covariance calculée
sur ce sous-ensemble soit de déterminant minimum. Cette méthode a deux avantages, elle
est très robuste et elle permet de détecter les points aberrants. En effet, les observations ne
faisant pas partie du sous ensemble H retenu peuvent être considérées comme faisant dévier
le calcul de la matrice de covariance et sont donc assimilées à des points aberrants. En
revanche cette méthode a un défaut majeur : elle est très gourmande en calcul. De manière
plus détaillée, la recherche du sous-ensemble H se base sur le théorème suivant [108] :

Théorème 1 Soit un jeu de donnée E = {x(1), · · · ,x(Nt)} de Nt observations de C vari-
ables. Soit H1 ⊂ {1, · · · , Nt} avec |H1| = h , posons

x̄1 =
1

h

�

t∈H1

x(t)

Σ1 =
1

h

�

t∈H1

(x(t)− x̄1)(x(t)− x̄1)
T

Si det(Σ1) �= 0, on définit les distances relatives par :

∀i ∈ [1 : Nt] d1(t) =

�
(x(t)− x̄1)Σ

−1
1 (x(t)− x̄1)

Maintenant prenons H2 tel que {d1(t); t ∈ H2} = {(d1)1:Nt
, · · · , (d1)h:Nt

} où (d1)1:Nt
≤

(d1)2:Nt ≤ · · · ≤ (d1)Nt:Nt sont les distances ordonnées, calculons x̄2 et Σ2 à partir de H2

alors :

det(Σ2) ≤ det(Σ1)

avec l’égalité si et seulement si x̄1 = x̄2 et Σ1 = Σ2.

En pratique, le sous-ensemble d’observations H dont la matrice de covariance est de
déterminant minimum est obtenu en tirant au hasard un grand nombre de sous-ensemble
(par exemple 500) et en appliquant sur eux le théorème 1. Alors parmi ce grand nombre
de sous-ensembles, certains convergent plus vite que d’autre vers H. On continue alors le
processus uniquement pour les sous-ensembles de convergence rapide.
Finalement, cette méthode repose sur le calcul d’une distance de Mahalanobis. Pour chaque
observation x(t) appartenant à un ensemble d’observation E de moyenne x̄ et de matrice
de covariance Σ, on définit la distance de Mahalanobis d(t) de cette observation par :

d(t) =
�
(x(t)− x̄)Σ−1(x(t)− x̄)
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La distance de Mahalanobis est souvent utilisée pour la détection de données aberrantes
et outliers dans un jeu de données. D’une manière très réductrice, on peut dire que l’on
construit le sous-ensemble H en éjectant les observations dont la distance de Mahalanobis
est grande par rapport aux autres, c’est-à-dire en éjectant les observations divergentes par
rapport aux autres.

Comparaison et résultats

La table A.1 donne les résultats en pourcentage de classification correcte pour les
différentes méthodes d’estimation des matrices de covariance sur une châıne de traitement
de référence (CSP multi-classe) et pour les 3 jeux de données présentés dans la section 4.4.5.

User SCM TNSCM NSCM FP SHCOV LTCOV

IV
-I
Ia

U1 77.8 79.8 77.6 78.6 77.3 77.4
U2 44.4 42.1 43.1 46.2 46.2 46.9
U3 82.2 82.3 84.1 80.3 82.4 82.5
U4 58.0 52.8 47.8 49.5 56.0 53.7
U5 41.0 41.0 41.3 38.2 38.9 41.6
U6 49.2 48.8 46.6 49.8 48.1 48.6
U7 80.6 77.6 78.3 76.7 79.4 77.8
U8 71.2 78.3 80.3 81.4 73.3 71.1
U9 79.4 77.1 77.6 76.9 73.7 75.0
moyenne 64.8 64.4 64.1 64.2 63.9 63.8

II
I-
II
Ia

k3 91.1 90.3 90.0 89.7 88.3 91.7
k6 44.2 31.7 34.2 32.1 47.1 46.7
l1 81.7 79.2 78.3 77.1 81.3 80.0
moyenne 72.3 67 67.5 66.3 72.2 72.8

L
ab

or
at
oi
re

UA 75.0 65.0 55.0 66.7 76.7 71.7
UB 61.7 66.7 68.3 60.0 63.3 53.3
UE 63.3 73.3 76.7 73.3 58.3 76.7
UG 51.7 56.7 50.0 46.7 46.7 51.7
UH 45.0 40.0 51.7 45.0 41.7 40.0
UI 81.7 81.7 81.7 81.7 81.7 80.0
UJ 68.3 75.0 71.7 70.0 73.3 65.0
UL 63.3 51.7 45.0 51.7 56.7 53.3
moyenne 63.7 63.7 62.5 61.9 62.3 61.5
moyenne 65.5 64.5 64 63.6 64.5 64.2
std 15.6 17.4 17.6 17.2 15.9 15.8

Table A.1 – Performances en classification pour les différentes méthodes d’estimation sur
une châıne de traitement de référence (CSP multi-classe)

Globalement, nous n’observons pas de différences significatives dans les performances,
si ce n’est sur le jeu de données III-IIIa où les méthodes TNSCM, NSCM et FP semblent
avoir plus de difficultés à estimer correctement les matrices. Au regard de ces résultats,
l’estimateur SCM semble parfaitement adapté à notre problématique.
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Annexe B

Common Spatial Pattern

B.1 Approche historique de la CSP

Le calcul des filtres spatiaux par CSP a été introduit dans [104] de la manière suivante :
Soit Σi ∈ RC×C la matrice de covariance estimée sur le test Xi de classe yi ∈ {1, 2}. On
calcule la matrice de covariance moyenne 1 pour chaque classe Σ(1) et Σ(2) :

Σ(k) =
1

|I(k)|
�

i∈I(k)

Σi (B.1)

avec I(k) les indices des tests de classe yi = k. On a également la matrice de covariance
de l’ensemble des tests :

Σ(∗) = Σ(1) +Σ(2) (B.2)

On effectue premièrement une opération de blanchiment sur Σ(∗) en déterminant la
matrice U ∈ RC×C telle que :

UTΣ(∗)U = IC (B.3)

On obtient ainsi les matrices de covariance moyennes intra-classe blanchies :

UTΣ(1)U = S(1) et UTΣ(2)U = S(2) (B.4)

On cherche ensuite le projecteur B ∈ RC×C qui diagonalise conjointement ces deux
matrices :

�
BTS(1)B = D(1) = BTUTΣ(1)UB
BTS(2)B = D(2) = BTUTΣ(2)UB

(B.5)

avec D(k) = diag({λ(k)
c }) une matrice diagonale (correspondant à la classe k) et λ

(k)
c le

c-ième élément de cette matrice diagonale, valeur propre de la matrice S(k). On obtient
alors les filtres spatiaux CSP :

W = UB (B.6)

avec W ∈ RC×C une matrice également orthogonale.
Grâce à l’opération de blanchiment équation (B.3), on a l’égalité D(1) + D(2) = IC ,

les valeurs propres λ
(k)
c sont donc comprises entre 0 et 1. Ces valeurs propres représentent

la valeur de la variance moyenne des signaux filtrés spatialement. Ainsi, si la variance du
signal filtré de la classe (1) est élevée, elle sera automatiquement faible pour un test de la
classe (2), et inversement.

Finalement, les filtres spatiaux sont donc calculés par la résolution d’un problème de
diagonalisation jointe sous contrainte d’unicité :





WTΣ(1)W = D(1)

WTΣ(2)W = D(2)

s.c. D(1) +D(2) = IC

(B.7)

1. Dans le cas présent, c’est la moyenne arithmétique qui est utilisée ; Nous verrons par la suite d’autres
manière de calculer la matrice moyenne d’un ensemble de matrices de covariance.

159
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B.2 CSP robuste et régularisée

On distingue principalement deux approches qui permettent de rendre plus robuste le
filtrage spatial par CSP. La première joue sur l’estimation des matrices de covariance (cf
annexe A), et la seconde sur le calcul numérique des filtres spatiaux.

Estimation robuste des matrices de covariance

La SCM classiquement utilisée pour estimer les matrices de covariance en CSP est
connue pour être très sensible aux artefacts et aux points aberrants [55]. Une mauvaise
estimation de la matrice de covariance peut alors faire dévier le calcul des filtres spatiaux.
En particulier, les artefacts de très grandes amplitudes, relativement courants en EEG,
vont modifier le spectre (l’ensemble des valeurs propres) de la matrice de covariance. La
valeur propre principale (de plus forte valeur) va être complètement sur-évaluée et lors de la
résolution de la CSP, les filtres qui apparâıtront comme les plus discriminants seront en fait
biaisés par cet artefact. A titre d’exemple, la figure B.1 représente un ensemble de signaux
EEG corrompus par un artefact de forte amplitude (à t = 160s).
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Figure B.1 – Signal EEG corrompu par un artefact de forte amplitude

En calculant les filtres spatiaux par CSP sur un tel signal (paradigme mouvement de la
main gauche vs. repos) on obtient les caractéristiques présentées figure B.2. On remarque
que si la deuxième caractéristique est bien en accord avec les zones motrices de la main, la
caractéristique principale est visiblement sans relation avec la tâche mentale en question.

Spatial pattern n°1 − 0.27804 Spatial pattern n°2 − 0.23014

Figure B.2 – Caractéristiques spatiales obtenues pour un mouvement de la main gauche
vs. repos sur le signal EEG corrompu par un artefact. Le pouvoir discriminant du filtre

|λ(1)
c − 0.5| est noté dans le titre de la figure.

La figure B.3 présente les caractéristiques spatiales sur le signal nettoyé (suppres-
sion manuelle des données EEG contenant l’artefact). On remarque alors que les 2 car-
actéristiques principales sont bien en accord avec la tâche mentale.
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Spatial pattern n°1 − 0.18392 Spatial pattern n°2 − 0.16474

Figure B.3 – Caractéristiques spatiales obtenues pour un mouvement de la main gauche vs.

repos sur le signal EEG nettoyé manuellement. Le pouvoir discriminant du filtre |λ(1)
c −0.5|

est noté dans le titre de la figure.

Si le nettoyage manuel est efficace, une méthode permettant de s’en affranchir est absol-
ument nécessaire pour une utilisation courante d’une ICM. Ainsi des techniques empruntées
aux statistiques robustes peuvent être utilisées pour éviter une estimation corrompue des
matrices de covariance.

Estimation robuste par MCD : Dans [130, 2], la méthode de Minimum Covariance
Determinant (MCD) [108] est utilisée pour estimer de manière robuste les matrices de
covariance dans le but de calculer des filtres spatiaux par CSP. Cette méthode cherche
un sous-ensemble d’observations, parmi l’ensemble des observations, tel que la matrice de
covariance calculée sur ce sous-ensemble soit de déterminant minimum. La présentation
complète de cet algorithme est disponible en Annexe A. Cette méthode a deux avantages,
elle est très robuste et elle permet de détecter les observations aberrantes. En effet les
observations ne faisant pas partie du sous-ensemble retenu peuvent être considérées comme
faisant dévier le calcul de la matrice de covariance et donc sont assimilées à des points
aberrants. La figure B.4 illustre ce principe.
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Figure B.4 – Observations retenues (en bleu clair) pour l’estimation de la matrice de
covariance par MCD. Les points en rouge sont considérés comme étant aberrants.

La MCD est très populaire car elle résiste avec succès à des données corrompues avec
plus de 50% de points aberrants [108]. En revanche cette méthode à un défaut majeur : elle
est très gourmande en calcul.
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Estimation robuste par LTCov : Plutôt que de rejeter les points aberrants comme le
fait la MCD, il est possible de pondérer leur impact dans l’estimation de la matrice. Ainsi
l’estimation par Local Temporal Covariance Matrix joue sur la formulation de l’estimateur
pour apporter de la robustesse. Le calcul de cet estimateur est présenté en annexe A. Cet
estimateur est appliqué avec succès dans le cadre de la CSP [124].

CSP régularisée

Une autre façon d’apporter de la robustesse au filtrage spatial est de considérer une
régularisation qui pénalisera les solutions aberrantes ou encore celles qui s’éloigneraient
trop de la réalité physique. Dans [75], une dizaine de solutions se fondant sur ce principe
sont recensées et comparées. On distingue deux manières de réaliser cette régularisation, la
première s’effectue sur la forme des matrices de covariance, la deuxième sur la fonction de
coût à optimiser donnée par l’équation (3.7).

Régularisation des matrices de covariance : Une technique usuelle, dite de shrinkage,
peut être résumée par l’équation suivante :

Σ̂ = (1− α)Σ+ αIC (B.8)

Le shrinkage réalise une interpolation entre la matrice que l’on a estimée par SCM, et la
matrice identité. Le but est de rehausser les valeurs propres les plus faibles pour éviter les
problèmes numériques d’inversion lors de la résolution de (3.7).

Il est également possible d’appliquer une telle régularisation pour prendre en compte
des informations a priori sur les tâches mentales utilisées. Par exemple, dans [76], cette
régularisation par shrinkage est doublée d’une régularisation par une matrice de covariance
caractéristique 2 Σ̄, spécifique au couple de tâche mentale et généralement obtenue par
moyennage sur un ensemble de sujets ayant effectué le même paradigme. Cette deuxième
régularisation permet de s’affranchir en partie des problèmes expérimentaux qui peuvent
survenir pendant l’apprentissage et qui débouchent sur une mauvaise estimation des filtres
spatiaux. Cette double régularisation s’exprime alors sous la forme [75] :

Σ̂ = (1− α)
�
(1− β)Σ+ βΣ̄

�
+ αIC (B.9)

Ici plus β sera proche de zéro, plus on donnera de poids aux données spécifiques à l’u-
tilisateur, et inversement plus β est proche de 1, plus on restera proche de la matrice de
covariance caractéristique.

Régularisation de la fonction de coût : La deuxième manière d’introduire une régularisation
est d’appliquer un terme de pénalisation dans la fonction de coût de la CSP donnée par
l’équation (3.7) de manière à faire converger les solutions vers des filtres ayant certaines
propriétés. Soit P (.) une fonction de RC×1 −→ R, le nouveau critère à optimiser prend la
forme générale [75] :

wTΣ(1)w

wTΣ(2)w + αP (w)
(B.10)

où α est un terme de pénalisation réglant l’attache aux données.
La résolution de cette fonction de coût est dépendante de la forme de P (.). Si P (.) est

de forme quadratique, P (w) = wTKw avec K ∈ RC×C , la résolution s’effectue simplement
par diagonalisation de la matrice :

�
Σ(2) + αK

�−1

Σ(1) (B.11)

2. Cette matrice de covariance caractéristique représente les informations a priori que l’on souhaite
prendre en compte
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La matrice K peut alors être construite pour pondérer les fortes variations spatiales des
coefficients des filtres pour des électrodes proches [75]. En effet, dans le cas de l’EEG
clinique, où on dispose d’une forte densité d’électrode, les signaux de deux électrodes proches
sont très corrélés et portent globalement la même information.

Dans [131], une régularisation similaire sur une base de norme L1, c’est-à-dire P (w) =
�w�1, permet d’obtenir des filtres spatiaux parcimonieux, et donc de réaliser par la même
occasion une sélection d’électrodes.

Conclusions

L’estimation robuste doit être employée, dans la mesure du possible, de manière systéma-
tique. En particulier, il est recommandé d’utiliser une estimation robuste lors des expériences
menées dans un cadre de vie courante. En effet, l’estimation robuste ne peut pas dégrader
les résultats et sera, dans le pire des cas, équivalente à l’estimation classique par SCM.
En revanche, elle introduira une meilleure stabilité lorsque les données seront fortement
bruitées.

Le choix de la technique de régularisation à employer se fera en fonction du contexte.
Ainsi lorsque le nombre d’électrodes est important, on pourra employer une régularisation
de la matrice de covariance par l’intermédiaire de la matrice identité (B.8). Dans le même
cas, il est intéressant d’utiliser une régularisation quadratique de la fonction de coût (B.10)
qui pénalisera les solutions physiquement aberrantes et dues au nombre important de
paramètres dans la résolution de (3.7).

De la même manière, on emploiera une régularisation des matrices de covariance en
utilisant une matrice caractéristique (B.9), estimée par exemple à partir des données des
autres utilisateurs, lorsque le nombre de données d’apprentissage est faible, ce qui évitera
de converger vers des solutions non généralisables. Enfin, l’estimation robuste des matrices
de covariance et la régularisation de la CSP peuvent être employées conjointement pour
améliorer la robustesse du filtrage spatial.
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Annexe C

Séparateur à vaste marge

Introduction

Le SVM repose sur 3 principes :
• Lorsque 2 classes sont linéairement séparables 1, parmi l’ensemble des hyperplans de
séparation possible, il existe un hyperplan optimal et cet hyperplan est défini par
la maximisation de la distance entre cet hyperplan et les vecteurs les plus proches,
appelés vecteurs de support.

• Lorsque 2 classes ne sont pas linéairement séparables, il existe un espace de plus grande
dimension (peut-être infinie) dans lequel elles le sont. Trouver cet espace permet alors
d’appliquer le premier principe.

• Lorsque 2 classes ne sont pas séparables, on peut alors s’autoriser un certain nom-
bre d’erreurs tout en créant des pénalités pour les vecteurs qui causent cette non-
séparabilité.

On a donc deux cas différents à traiter, le cas où les données sont séparables (même si ce
n’est pas linéairement, puisque selon le deuxième principe on peut trouver un espace où
elles le sont) et le cas où les données sont non séparables.

C.1 Données linéairement séparables

Soit un ensemble de I vecteurs de caractéristiques vi de classe yi = {1,−1}. On suppose
que l’on se trouve dans un espace où les données sont linéairement séparables. Alors l’ensem-
ble des observations de classe 1 se trouvent d’un côté de l’hyperplan séparateur tandis que
l’autre ensemble se trouve de l’autre côté de l’hyperplan. Soit un hyperplan paramétré par
son vecteur normal w et un terme de biais b, la distance d’un vecteur de caractéristiques à
cet hyperplan s’écrit :

D(vi,w, b) =
|�w,vi�+ b|

�w�2 (C.1)

Puisque les données sont séparables, on aura �w,vi�+ b > 0 si yi = 1 et �w,vi�+ b < 0 si
yi = −1. La distance (C.2) peut donc être reformulée :

D(vi,w, b) =
yi(�w,vi�+ b)

�w�2 (C.2)

Finalement on cherche à ce que la distance à l’hyperplan soit maximale pour tous les
vecteurs, ce qui garantira que chaque classe soit la plus éloignée possible de l’hyperplan.
On introduit donc la notion de marge. Pour tous les vecteurs, la distance d’un vecteur
à l’hyperplan est minorée par la distance du vecteur le plus proche à l’hyperplan. Soit s
l’indice d’un des vecteurs les plus proches de l’hyperplan, appelé vecteur de support, on a
∀i, D(vi,w, b) ≥ D(vs,w, b). Le critère visant à maximiser la marge prend donc la forme
suivante :

max
w,b

D(vs,w, b) (C.3)

1. 2 classes sont linéairement séparables si et seulement si il existe un hyperplan permettant de séparer
les deux classes, c’est-à-dire si l’ensemble d’une classe est d’un coté de l’hyperplan tandis que l’autre classe
et de l’autre coté.
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Étant donné que les vecteurs de support sont les vecteurs les plus proches de l’hyperplan,
on a D(vs,w, b) = minvi D(vi,w, b). On reformule donc le problème (C.3) par :

max
w,b

�
min
vi

yi(�w,vi�+ b)

�w�2
�

(C.4)

En ajoutant une contrainte sur w de manière à ce que la marge soit égale à 1
�w�2 , alors

on reformule le problème (C.4) de manière à obtenir un problème d’optimisation sous con-
trainte : �

minw,b
1
2�w�2

s.c. yi(�w,vi�+ b) ≥ 1 ∀i ∈ {1 : I} (C.5)

La figure C.1 illustre ce principe.

Figure C.1 – Vecteurs de support et marge. Le vecteur de projection est défini de manière
à ce que la marge soit égale à 1

�w�2

Pour résoudre le problème d’optimisation (C.5), on utilise alors le lagrangien suivant :

L(w, b,α) =
1

2
�w�2 +

I�

i=1

αi(1− yi(�w,vi�+ b)) (C.6)

où les αi sont les multiplicateurs de Lagrange. Le lagrangien doit être minimisé par
rapport à w et b et maximisé par rapport à α . Pour minimiser L par par rapport à w
et b on annule les dérivées partielles. L’existence et l’unicité du minimum global de L sont
assurées par la forme quadratique de L. On obtient alors :

∂

∂w
L(w, b,α) = w −

�

i

αiyivi = 0 ⇒ w =
�

i

αiyivi (C.7)

et
∂

∂b
L(w, b,α) =

�

i

αiyi = 0 (C.8)
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En injectant (C.7) dans (C.6) on obtient le lagrangien sous sa forme duale :

W (α) =
�

i

αi −
1

2

�

i,j

αiαjyiyj�vi,vj� (C.9)

Le problème d’optimisation (C.5) se transforme donc en :




maxα

��
i αi − 1

2

�
i,j αiαjyiyj�vi,vj�

�

s.c. αi ≥ 0 ∀i ∈ {1 : I}
s.c.

�
i yiαi = 0

(C.10)

Le problème (C.5) peut être résolu sans passer par sa forme duale (C.10). Cependant le
passage sous la forme duale permet d’expliciter les contraintes de manière plus simple. Il
permet également d’introduire directement le produit scalaire entre les vi. La résolution de
ce problème nous donne la valeur des multiplicateurs de Lagrange qui vont permettre le
calcul de w et b grâce au système suivant :

�
w∗ =

�
i αiyivi

b∗ =
�

i αiyi�vi,vs� − ys
(C.11)

où s est l’indice d’un des vecteurs de support. En pratique, les αi sont non nuls seulement
pour les vecteurs de support. Ceci est dû au fait que la contrainte yi(�w,vi� + b) ≥ 1
n’est active que pour les vecteurs de support puisqu’elle est toujours vérifiée pour les autres
vecteurs. On se retrouve donc dans le cas où la solution du problème (C.5) n’est dépendante
que des vecteurs de support c’est-à-dire d’un sous-ensemble de l’ensemble des observations.
Finalement, pour connâıtre la classe d’une réalisation, il faut regarder de quel côté de
l’hyperplan le vecteur de caractéristique correspondant se trouve :

y = sign (�w∗,v�+ b∗) = sign

��

i

αiyi�vi,v�+ b∗
�

(C.12)

où v est une observation de classe y inconnue.

C.2 Données séparables non linéairement

Dans bien des cas, la frontière entre les classes ne peut être modélisée par un hyperplan.
Cependant il est possible d’effectuer un changement de variable, généralement non linéaire,
qui va projeter les données dans un espace de plus grande dimension où elles seront alors
linéairement séparables. La figure C.2 illustre ce principe.

Soit φ(.) une fonction permettant de passer dans un espace où les données seront
linéairement séparables. En appliquant φ(.) aux vecteurs de caractéristiques vi, on obtient
un nouveau jeu de données {(φ(vi), yi)} qui sera linéairement séparable.

En pratique φ(.) n’est pas une fonction évidente à trouver et φ(vi) peut être complexe
à calculer. En remarquant que le problème d’optimisation (C.10) et la fonction de classifi-
cation (C.12) ne dépendent que du produit scalaire, on introduit la fonction noyau K(., .),
qui est le produit scalaire des vecteurs dans le nouvel espace :

K(vi,vj) = �φ(vi),φ(vj)� (C.13)

Cette fonction permet de nous affranchir totalement de la connaissance de φ(.) pour
se concentrer exclusivement sur K(., .) qui en général est plus simple à calculer. Ainsi le
problème dual devient :





maxα

��
i αi − 1

2

�
i,j αiαjyiyjK(vi,vj)

�

s.c. αi ≥ 0 ∀i ∈ {1 : I}
s.c.

�
i yiαi = 0

(C.14)
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Figure C.2 – Lorsque les données sont séparables non linéairement, il est possible de
projeter ces données dans un espace où elles le sont. Source de l’image : Wikipédia

et la fonction de classification :

y = signe

��

i

αiyiK(vi,v) + b∗
�

(C.15)

On pourra alors utiliser comme fonction noyau toute fonction appartenant à l’espace de
Hilbert à noyau reproduisant (vérifiant ainsi les propriétés d’un produit scalaire). Une des
préoccupations principales en classification SVM est alors de trouver la fonction noyau
optimale pour le jeu de données en question. L’une des fonctions noyau la plus utilisée est
le noyau gaussien :

K(vi,vj) = exp
�
−γ�vi − vj�2

�
(C.16)

où γ est un paramètre du noyau.

C.3 Données non séparables

Lorsque les classes ne sont pas séparables (linéairement ou non), on s’autorise des points
mal classés. On modifie ainsi les contraintes en les relâchant grâce à des variables ressort ξ.
On parle alors de marge souple. La figure C.3 illustre ce principe.

On introduit alors dans le problème d’optimisation initial (C.5) un terme qui prendra
en compte ces points mal classés :

�
minw,b

1
2

�
�w�2 + C

�
i ξi

�

s.c. yi(�w,vi�+ b) ≥ 1− ξi, ξi ≥ 0, ∀i ∈ {1 : I} (C.17)

où le coefficient C est un réel qui règle le compromis entre la marge possible entre les
exemples et le nombre d’erreurs admissibles. Au niveau de la formulation du problème
dual, on obtient : 




maxα

��
i αi − 1

2

�
i,j αiαjyiyj�vi,vj�

�

s.c. 0 ≤ αi ≤ C ∀i
s.c.

�
i yiαi = 0

(C.18)

C borne donc chacun des multiplicateurs de Lagrange. La résolution de ce problème est
identique à celui développé précédemment, à la différence que l’on force à C tout les αi

supérieur à C. C est généralement réglé par une procédure de validation croisée.
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Figure C.3 – Cas où les données ne sont pas séparables.
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Annexe D

Géométrie de l’information.

D.1 Géodésique

En géométrie Riemannienne, il existe une classe de géodésiques, nommées affines, s’il
existe une connexion affine dans la variété qui permet de connecter deux plans tangents
voisins. Ces géodésiques affines correspondent à des lignes droites dans l’espace tangent, et
représentent donc le plus court chemin entre deux points. Pour une paramétrisation telle
que Γ(0) = Σ1 et Γ̇(0) = S2, l’existence et l’unicité d’une telle géodésique est assurée ([64],
Chap III , Théorème 6.4).

La définition de ces géodésiques affines implique que le déplacement sur ces courbes est
un transport parallèle c’est-à-dire que dans le référentiel du plan tangent le vecteur
tangent à la géodésique est constant [64, 113].

d

dt
�Γ̇(t), Γ̇(t)�Γ(t) = 0 (D.1)

En utilisant la condition initiale on obtient :

�Γ̇(t)�Γ(t) = �Γ̇(0)�Γ(0) = �S2�Σ1
(D.2)

On peut donc directement exprimer la valeur de la longueur de la géodésique grâce à
l’équation (4.6) :

L(Γ) = �S2�Σ1

En revanche, ne connaissant pas l’expression du vecteur tangent, cela n’est pas suffisant
pour calculer cette longueur. On cherche donc à expliciter la formule de la géodésique. On
a donc :

�Γ̇(t)�Γ(t) = �S2�Σ1
= �Σ− 1

2
1 S2Σ

− 1
2

1 �F = �S̃2�F (D.3)

en introduisant la notation S̃2 = Σ
− 1

2
1 S2Σ

− 1
2

1 .

On remarque que S̃2 est la projection congruente de S2 par W = Σ
− 1

2
1 . En utilisant

les propriétés d’invariance d’une telle projection (cf équation (4.15)) on a L(Γ) = L(Γ̃) et
donc :

L(Γ) =

� 1

0

�S̃2�F dt =
� 1

0

�
Tr

�
S̃2S̃2

�
dt =

� 1

0

�
Tr

�
S̃2Γ̃(t)Γ̃−1(t)S̃2Γ̃(t)Γ̃−1(t)

�
dt

(D.4)
Alors par identification avec (4.16) on a :

˙̃Γ(t) = S̃2Γ̃(t) (D.5)

qui est une équation différentielle d’ordre 1 admettant comme solution :

Γ̃(t) = exp
�
tS̃2

�
(D.6)

avec exp(.) l’opérateur exponentiel matriciel. Soit en retro-projetant par Σ
− 1

2
1 :

Γ(t) = Σ
1
2
1 exp

�
tΣ

− 1
2

1 S2Σ
− 1

2
1

�
Σ

1
2
1 (D.7)
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Par définition Γ(1) = Σ2, ce qui nous permet d’expliciter la formule du vecteur tangent :

S2 = Σ
1
2
1 log

�
Σ

− 1
2

1 Σ2Σ
− 1

2
1

�
Σ

1
2
1 (D.8)

En réinjectant (D.8) dans (D.7) on obtient la formule de la géodésique sous sa forme finale :

Γ(t) = Σ
1
2
1

�
Σ

− 1
2

1 Σ2Σ
− 1

2
1

�t

Σ
1
2
1 (D.9)

D.2 Moyenne géométrique

Moyenne Riemannienne (géométrique) En utilisant la distance Riemannienne (4.18),
et par analogie avec la moyenne Euclidienne, on définit la moyenne Riemannienne de I ≥ 1
matrices SPD par :

G (Σ1, . . . ,ΣI) = argmin
Σ∈P (n)

I�

i=1

δ2R (Σ,Σi) (D.10)

Cette moyenne est également appelée barycentre de Frechet ou encoremoyenne géométrique.
En effet si on considère des matrices de tailles 1× 1 tel que {xi > 0}1≤i≤I , cette définition

donne G (x1, . . . , xI) = argminx>0

�I
i=1 log

2(xi/x) = I
√
x1 . . . xI .

Pour une variété à courbure négative comme P (n), un tel minimum local existe et il est
unique [62]. Cependant il n’y a pas de formule littérale pour calculer cette moyenne et une
procédure d’optimisation doit être employée.

Il existe plusieurs façons de réaliser cette optimisation. Dans [13], F. Barbaresco utilise
le fait que lorsque l’on se place au barycentre 1 des I points, le champ de Jacobi normal
s’annule. Dans ce cas, la résultante des I vecteurs tangents partant du barycentre vers les
I points est nulle. Ce concept est schématisé figure D.1.

Figure D.1 – Calcul de la moyenne géométrique de 3 points. En pointillé, les géodésiques,
en trait plein les vecteurs tangents et en rouge la résultante des vecteurs tangents. La
résultante donne la direction de l’optimisation et s’annule lorsque le plan tangent est calculé
à la moyenne géométrique.

Ainsi on peut exprimer cette résultante à partir de la formulation du vecteur tangent
(5.2) :

J =

I�

i

Σ
1
2 log

�
Σ− 1

2ΣiΣ
− 1

2

�
Σ

1
2 (D.11)

1. Pour la géométrie Riemannienne, la notion de moyenne est identique à celle de barycentre.
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Lorsque Σ est le barycentre, on a J = 0 (une matrice nulle) ce qui implique :

I�

i

log
�
Σ− 1

2ΣiΣ
− 1

2

�
= 0 (D.12)

En projetant cette résultante dans la variété riemannienne grâce à la carte exponentielle,
on obtient la procédure itérative suivante :

Σ(t+1) = Σ
1
2

(t)exp

�
�

I�

i

log
�
Σ

− 1
2

(t) ΣiΣ
− 1

2

(t)

��
Σ

1
2

(t) (D.13)

avec t l’indice de la procédure itérative et � un paramètre déterminant la ”profondeur”
de l’itération. Le processus s’arrête dès que la norme du champ de Jacobi est suffisam-
ment faible, i.e �J�F < ξ. L’initialisation de cette procédure n’est pas critique, mais
peut influencer fortement le nombre d’itération nécessaires. On peu considérer la moyenne
arithmétique comme une bonne solution à ce problème d’initialisation.

Une autre manière de calculer cette moyenne est de considérer le fait que le plan tangent
est localement un homéomorphisme de la variété, et étant euclidien il est possible d’y cal-
culer une moyenne euclidienne pour ensuite la projeter sur la variété. On procède également
par itérations successives, consistant à 1. projeter dans le plan tangent l’ensemble des ma-
trices, 2. estimer la moyenne arithmétique des vecteurs du plan tangent, 3. projeter cette
moyenne dans la variété, 4. recommencer la procédure avec la nouvelle moyenne comme
point de passage vers le plan tangent. La figure D.2 schématise ce processus.

Figure D.2 – Processus d’estimation de la moyenne géométrique par estimation de la
moyenne arithmétique dans le plan tangent. 1 - On projette les données dans le plan tan-
gent grâce à l’opérateur logarithmique. 2 - Dans le plan tangent, on estime la moyenne
arithmétique des données. 3 - On projette dans la variété grâce à l’opérateur exponentiel la
moyenne arithmétique. 4 - On recommence la procédure avec la nouvelle estimation.

Numériquement, cette procédure est équivalente à la précédente, avec � = 1
I .
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D.3 Médiane

La médiane peut être définie comme le point qui minimise la somme des distances [15] :

M (Σ1, . . . ,ΣI) = argmin
Σ∈P (n)

I�

i=1

δR (Σ,Σi) (D.14)

Ici aussi il est également possible de passer par une procédure itérative dont la formule
est la suivante [12] :

Σ(t+1) = Σ
1
2

(t)exp


�

I�

i

log
�
Σ

− 1
2

(t) ΣiΣ
− 1

2

(t)

�

�log
�
Σ

− 1
2

(t) ΣiΣ
− 1

2

(t)

�
�F


Σ

1
2

(t) (D.15)

En pratique, on observe des problèmes de convergence avec cette équation de mise à
jour. Il est possible d’utiliser une régularisation pour palier à ce problème [12].

Il est également possible (et recommandé) de passer par l’espace tangent pour calculer
la médiane, en suivant la même procédure que celle proposée pour la moyenne décrite à la
figure D.2.



Annexe E

Distances entre matrices de
covariance

La comparaison de matrices de covariance est une problématique ancienne et peut être
abordée par un autre prisme que celui de la géométrie de l’information. Ainsi il existe dans la
littérature un certain nombre de moyens à notre disposition pour calculer une distance entre
deux matrices de covariance. Nous verrons ici une sélection non exhaustive des principales
d’entre elles.

E.1 Distance Euclidienne :

La distance Euclidienne est simplement définie à partir de la norme de Frobenius.

δE(Σ1,Σ2) = �Σ1 −Σ2�F =
�

Tr ((Σ1 −Σ2) (Σ1 −Σ2)T )) (E.1)

Cette distance revient à vectoriser les matrices et à calculer la distance euclidienne entre
les deux vecteurs suivant la norme L2. Elle ne tient donc pas compte des relations qui lient
les éléments d’une matrice de covariance entre eux, c’est pourquoi elle est relativement peu
efficace pour quantifier une distance entre matrices de covariance.

Moyenne Euclidienne (Arithmétique) En utilisant la distance Euclidienne entre les
matrices de covariance, il est possible de définir la moyenne de I ≥ 1 matrices SPD par :

A (Σ1, . . . ,ΣI) = argmin
Σ∈P (n)

I�

i=1

δ2E (Σ,Σi) =
1

I

I�

i=1

Σi (E.2)

Cette moyenne est également connue sous le nom de moyenne arithmétique [85]. Cette
moyenne est couramment utilisée en CSP.

E.2 Divergence et distance de Kullback-Leibler

La divergence de Kullback-Leibler permet de mesurer la dissimilarité entre deux distri-
butions. Soit P et Q deux distributions de probabilité continues, la divergence de Kullback-
Leibler est définie par :

DKL(P�Q) =

� +∞

−∞
p(x)log

p(x)

q(x)
dx (E.3)

Lorsque les distributions suivent des lois normales multivariées (de dimension n) centrées
N1(0,Σ1) et N2(0,Σ2), la divergence prend la forme suivante :

DKL(N1�N2) =
1

2

�
Tr

�
Σ−1

2 Σ1

�
− log

�
detΣ1

detΣ2

�
− n

�
(E.4)
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Le calcul de la divergence entre ces deux distributions se base donc entièrement sur les
matrices de covariance. Cette divergence n’est pas commutative, on introduit la distance
de Kullback-Leibler symétrique pour pallier à ce problème :

δKL(P,Q) =
�

DKL(P�Q) +DKL(Q�P ) (E.5)

Toujours dans le cadre de lois normales centrées, on obtient :

δKL(Σ1,Σ2) =

�
1

2
Tr

�
Σ1Σ

−1
2 +Σ−1

1 Σ2 − 2In
�

(E.6)

En réalité, cette distance n’en est pas vraiment une, car elle ne respecte pas l’inégalité
triangulaire 1. On notera également que la divergence de Kullback-Leibler est liée à la cour-
bure de la variété Riemannienne des distributions de probabilité. Ainsi on s’attend à obtenir
des résultats similaires à ceux obtenus par l’intermédiaire de la distance Riemannienne.

E.3 Distance Log-Euclidienne

Si la métrique Riemannienne définie par l’équation (4.14) est considérée comme la
métrique naturelle au sens de la géométrie de l’information, elle n’est pas unique d’un
point de vue mathématique. En particulier, toute fonction satisfaisant les propriétés d’un
produit scalaire dans l’espace tangent peut être considérée comme une métrique viable pour
la variété en question.

On peut alors définir d’autres métriques en fonction des propriétés que l’on souhaite
fournir à la distance qui en émane. Une métrique alternative partant des propriétés de bi-
invariance 2 et d’invariance par similarité 3 est définie dans [4]. Elle entrâıne la définition de
la distance dite Log-Euclidienne :

δLE(Σ1,Σ2) = �log(Σ2)− log(Σ1)�F = δE(log(Σ1), log(Σ2)) (E.7)

qui finalement se résume à la distance euclidienne du logarithme des deux matrices.
Dans le cas où deux matrices SPD A et B commutent, on a log(AB) = log(A) + log(B).
La distance Log-Euclidienne est donc égale à la distance Riemannienne lorsque les deux
matrices considérées commutent.

On remarquera en particulier que pour toute matrice SPD on a l’égalité suivante :

δR(Σ1,Σ2) = δLE(In,Σ
− 1

2
1 Σ2Σ

− 1
2

1 ) (E.8)

Cette distance est généralement utilisée comme une approximation de la distance Rie-
mannienne.

Moyenne Log-Euclidienne : En se basant sur le principe décrit à l’équation (E.7), on
obtient de manière évidente la moyenne Log-Euclidienne par :

B (Σ1, . . . ,ΣI) = exp [A (logΣ1, . . . , logΣI)] = exp

�
1

I

I�

i=1

log(Σi)

�
(E.9)

1. Pour qu’une fonction puisse être qualifiée de distance, elle doit vérifier 3 propriétés : Symétrie
∀x, y, d(x, y) = d(y, x), Séparation ∀x, y, d(x, y) = 0 ⇔ x = y et l’inégalité triangulaire ∀x, y, z, d(x, z) ≤
d(x, y) + d(y, z)

2. invariance par multiplication à droite et à gauche, f(BA) = f(AB) = f(A)
3. f(B−1AB) = f(A)
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E.4 Récapitulatif

Table E.1 – Comparaison des différentes distances
Euclidienne Riemannienne

Distance �Σ2 −Σ1�F � log
�
Σ

− 1
2

1 Σ2Σ
− 1

2
1

�
�F

Géodésique (1− t)Σ1 + tΣ2 Σ
1
2
1

�
Σ

− 1
2

1 Σ2Σ
− 1

2
1

�t

Σ
1
2
1

Moyenne de 2 pts 1
2 (Σ1 +Σ2) Σ

1
2
1

�
Σ

− 1
2

1 Σ2Σ
− 1

2
1

� 1
2

Σ
1
2
1

Moyenne de I pts 1
I

�I
i=1 Σi cf section 4.3.3

Log Euclidienne Kullback-Leibler

Distance � log(Σ2)− log(Σ1)�F
�

1
2Tr

�
Σ1Σ

−1
2 +Σ−1

1 Σ2 − 2I
�

Géodésique exp ((1− t) log(Σ1) + t log(Σ2)) Non définie

Moyenne de 2 pts exp
�
1
2 (log(Σ1) + log(Σ2))

�
Non définie

Moyenne de I pts exp
�

1
I

�I
i=1 log (Σi)

�
Non définie
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Annexe F

Liste des publications
personnelles

Journal international

– A. Barachant, S. Bonnet, M. Congedo, C. Jutten, Multi-Class Brain Computer Inter-
face Classification by Riemannian Geometry, IEEE Trans. On Biomed. Eng., Vol 59
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