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Abstrakt

Dnes jsou umélé imunitni systémy zndmy jako jedno z pocitacovych védeckych odvétvi,
které se nechalo inspirovat biologickym imunitnim systémem. Tato diplomova préce se
nechala inspirovat feSenim védcti X. He a L. Han [23]], ktefi se zabyvali tématem vyuZziti
umélého imunitniho systému v diferencidlni evoluci. Cilem této prace je provést imple-
mentaci prace zmitovanych autor(i a rozsifit funkcionalitu o pozitivni selekci a dalsi
druhy diferencidlni evoluce. Nasledné je provedena sada experimentt pomoci testova-

cich problémi a jejich ndsledné vyhodnoceni.

Kli¢ova slova: evoluéni algoritmy vyuZivajici umélé imunitni systémy, umély imunitni
systémy, algoritmus pozitivni selekce, algoritmus negativni selekce, evoluc¢ni algoritmy,
diferencidlni algoritmy

Abstract

Nowadays artificial immune systems are known as one of the branches of computer sci-
ence industry, inspired by biological immune system. This thesis was inspired by solution
of sientists X. He and L. Han [23] who dealt with the theme of using artificial immune
system in differential evolution. The aim is to implement the work of mentioned authors
and extend the functionality of positive selection and other types of differential evolu-
tion. Subsequently, a set of experiments is executed using testing problems followed by
their evaluation.

Keywords: evolutionary algorithms using artificial immune systems, artificial immune
systems, algorithm positive selection, algorithm negative selection, evolutionary algo-
rithms, differencial algorithms



Seznam pouzitych zkratek a symbol

AIS —  Umély imunitni systému (z anglického Artificial immune sys-
tem)
TLR — Toll-like receptory

CTL — Cytotoxické T buriky (z angl. Cytotoxic T lymphocytes)
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1 Uvod

Umélé imunitni systémy (AIS, z anglického nazvu Artificial immune system) jsou dnes
znamy jako jedna z pocitatovych oblasti, jejichZ potencial se rozsifuje do mnoha dal-
sich pocitacovych odvétvi. Umélé imunitni systémy se nechaly inspirovat vlastnostmi a
principy biologického imunitniho systému, ktery chrani télo pfed napadenim rtiznymi
druhy infekci. Jednd se o druh umélé inteligence, ktera reaguje a u¢i sama sebe jak se nej-
lépe zachovat v uréitych situacich. Této logiky se nejvice vyuZzivd zejména v pocitatové
bezpecnosti, ale ne jen zde. Jde napfiklad i o optimalizaci existujicich algoritmdi, které
fesi komplexni problémy a snazi se diky logice umélého imunitniho systému zefektivnit
a rychlit jejich feSeni.

Cilem této prace je skloubit dvé odlisnd odvétvi vyzkumu - diferencidlni evoluci a
umélé imunitni systémy za tcelem zvyseni rychlosti konvergence diferencidlni evoluce
ke globalnimu optimu. Z tohoto divodu jsme se inspirovali praci X. He a L. Han [23]],
kteti spojili princip umélého imunitniho systému, zejména pak negativni selekci, a di-
ferencidlni evoluci a otestovali toto spojeni na 5 zdkladnich funkcich. Z vysledki vy-
plyva, Ze se jejich metoda osvédcila. Na zdkladé informaci, které jsme nacerpali, jsme se
rozhodli implementovat diferencidlni evoluci, kterd vyuZziva negativni selekci a diferen-
cidlni evoluci, kterd vyuziva pozitivni selekci. Pro experimenty bylo vybrdno 5 variant
diferencidlni evoluce — DE/rand/1/exp, DE/best/1/bin, DE/rand/2/bin, DE/curren-
t/to/best/1/bin a DE/current/to/best/1/bin. Rychlost konvergence pak testujeme na 5
funkcich podle [23]]. Pro porovnani vysledki obou strategii jsme vyuzili Wilcoxon Signed
Rank test. Jedna se o statisticky neparametricky test, ktery ndm poslouzi pro testovani
hypotéz.

1.1 Obsah kapitol

Abychom byli viibec schopni provést implementaci diferencidlni evoluce vyuZivajici umély
imunitni systém, musime v prvni fadé pochopit zdklady, vlastnosti a principy biologic-
kého imunitniho systému (v kapitole[2). V tfeti kapitole bude popsano nékolik algoritmi,
které umély imunitni systém pouZivaji, spolu s pfiklady jejich vyuziti v praxi. Nasledné
je tfeba porozumét tomu, jak funguje diferencidlni evoluce a k éemu nam slouzi (kapi-
tola[#.2). V rdmci praktické ¢asti diplomové praci provedeme implementaci diferencidlni
evoluce vyuZivajici vlastnosti a principti umélého imunitniho systému pro sviij prospéch.
Abychom se piesvédcili, Ze je implementovany algoritmus efektivni, v kapitole [p| bude

provedena fada experimentd.



2 Biologicky imunitni systém

Lidské (a nejen lidské) télo je velmi kfehké a zranitelné. Denné jsme ohroZovani mnoz-
stvim patogenti rliznych druht. Télo organismu ma schopnost se proti napadeni branit.
Tato schopnost se nazyvéd imunitni systém (imunita pochazi z latinského immunitas — v
pfekladu odolnost). Imunitni systém je schopny rozeznat vlastni prvky od téch cizoro-
dych a provést pfipadny zasah proti nim. Zdkladni funkcionalitu a principy, které biolo-
gicky imunitni systém poskytuje, budou nésledné popsany.

Nase télo se setkava s nasledujicimi druhy infekci, které mohou napadnout nas orga-

nismus:

1. Patogeny -nebo také infek¢ni prvky jako napfiklad viry, bakterie, houby a paraziti,
jsou biologické prvky, které zptsobuji nakaZeni svého hostitele. Patogeny hledaji
obzivu, tkryt, moZnost rozmnoZeni nebo pouhy pfesun k novému hostiteli ¢i pro-
stfedi. Zphisob rozmnoZovéni patogenti a zména hostitelti jsou rozlicné. Nékteré
patogeny jsou pfenaSeny vzduchem, nékteré dotykem, trZznou ranou nebo pohlav-
nim stykem. Mezi nejzndméjsi patogeny, které nds neohrozuji pouze na zdravi, ale
také na Zivotech, patii napfiklad vir HIV, cholera, chfipka, hepatitida A, zardénky
a mnoho dalsich.

2. Antigeny — jsou substance pfichyceny na cizich organismech, které se snazi vnik-
nout do nadeho téla. Imunitni systém se snazi tyto antigeny rozpoznat a nasledné

aktivovat obranou reakci, kterd se je pokusi znicit (podrobnéjsi popis bude podan

v dalsi kapitole).

Utelem nageho imunitniho systému je zabranit nebo alespoti omezit napadeni in-
fekci. Imunitni systém je schopny rozlisit zdravé buriky od téch nakaZenych. Avsak tato
detekce neni nijak jednoduchd. Postupem ¢asu se patogeny vyvijeji a mutuji. Neni tedy
jednoduché je rozeznat ani proti nim zakrocit. Latky, které diive dokdzaly patogen nalézt
a neutralizovat, nemusi jiz byt schopné detekovat tyto vyvinuté a zmutované patogeny

[Z1(8].

2.1 Obranné mechanismy imunitniho systému

V této ¢asti se zaméfime na podrobnéjsi popis fungovani imunitniho systému. Obranny

mechanizmus imunitniho systému miizeme délit na dvé hlavni ¢asti: specifickou a ne-

specifickou obranu.



2.1.1 Nespecificka obrana

Nespecifické obranné mechanismy jsou taktéZ nazyvéany jako vrozené nebo neadaptivni.
Veskeré tyto obranné schopnosti ziskdva dité skrz placentu své matky pfi narozeni, tedy
diky DNA. Dité se rodi s imunitou vaéi ndkazdm a chorobdm, proti kterym je imunni i
jeho/jeji matka.

Nespecifickd obrana neméd , pamét”. To znamend, Ze brani télo pfi styku s patogenem
vzdy stejnym zptisobem (na rozdil od ziskané imunity — vice v dalsi kapitole).

2.1.1.1 Prvnivrstva

Prvni vrstvou nespecifické obrany je tzv. fyzicka bariéra, kterd brani vniknuti pato-
gent do téla. Mezi takové fyzické bariéry patii naptiklad kiiZe a jeji sekrety, fasinky (po-
hyblivé vybézky na povrchu bunék dychacich cest), slzy, sliny a mnoho dalsich.

Mtze vsak dojit k poskozeni fyzické bariéry tedy protrzeni kozni tkdné, které pak
umozni vniknuti cizorodych latek do téla organismu, ktery mohou vazné ohrozit. Proto
existuje v nespecifické obrané jesté dalsi vrstva [4][21].

2.1.1.2 Druha vrstva

Pokud se infekci podafi projit pies prvni fyzickou vrstvu, existuje vrstva druhd, ktera
zajist'uje dalsi obrannou linii. V této ¢asti uz dochazi k vnitinimu boji s infekci. V krevnim
fecisti putuje velké mnozstvi bunék, které proplouvaji celym nasim télem a ,hlidkuji”.
Tyto butiky maji po celém svém povrchu velké mnoZstvi senzorti (¢idel), kterymi dokazi
rozeznat hrozbu, jeZ organismu hrozi. Jakmile se tak stane, vysle burika signél do celého
téla, ten p¥ivola dalsi obrané buriky a aktivuje ziskanou imunitu (v kapitole 2.1.2).

Mezi obranné buniky této vrstvy fadime neutrofily, NK buriky, imunoglobuliny, den-
dritické buriky a TLR.

2.1.1.2.1  Neutrofily

Neutrofily (nebo také neutrofilni granulocyty) jsou jednim z druht bilych krvinek
(leukocyttr). Tvofi celkové 33 % vsech bilych krvinek [9]. Neutrofily hraji vyznamnou
roli pfi ttoku infekce na organismus, kde ptlisobi zejména proti bakteriim, které nevni-
kaji do nitra bunék. Spolu s dal$imi burikami vytvéreji zanét, ktery patfi mezi zdkladni
obranné mechanismy téla. I pfesto, Ze ¢ast neutrofil putuje télem, drtiva vétsina se na-
chazi v kostni dfeni, dokud neni organismus napaden infekci. Jakmile dojde k proniknuti
infekce do téla, neutrofily okamzité zatito¢i na bakterie. Tyto buriky neéekaji na pokyny
imunitniho systému jako je tomu napiiklad u lymfocytti, jez ¢ekaji na aktiva¢ni signal.



Obrannym mechanismem neutrofili je fagocytéza. Jednd se o schopnost butiky pohlco-
vat rlizné Castice, v tomto pfipadé bakterie. Neutrofily obsahuji ve svém téle enzymy,
které po fagocytéze vylucuji k usmrceni pohlcenych bakterii. Pokud je ovSem cizorodych
latek vétsi mnozstvi, nez jaké by neutrofily dokdzaly zvlddnout, vypusti latky zapfici-
nujici vznik zadnétu. Neutrofily nemaji schopnost se délit ani reprodukovat své enzymy,
tudiZ po usmrceni ur¢itého poc¢tu bunék umiraji a stavaji se soucasti zdnétlivého loziska.
Odumfelé neutrofily a bakterie tvofi hnis. Maximalni Zivotnost neutrofili je pfiblizné 5
dni.

Schéma fagocytozy

pseudopodia fagosom

Obrézek 1: Fagocytéza [47]]

2.1.1.2.2 NK buriky

NK buriky (zkratka z anglickych slov ,,Natural killers”, v pfekladu , Pfirozeni zabi-
jaci”) jsou dalsim druhem bilych krvinek a jsou taktéZ soucésti vrozeného imunitniho
systému. Pfedstavuji 5 — 10 % celkového mnozstvi lymfocyt v krevnim fecisti. NK
buriky dokdZou pracovat nezavisle na jinych burikach. To znamend, Ze nemusi ¢ekat
na pokyny od imunitniho systému, aby zattocily na cizorodé latky, které napadly nas
systém. Z tohoto dtivodu lékafi a védci povazuji NK buriky za prvni a velmi dilezitou
obrannou linii proti rakovinnym a virovym butikdm [12].

Pri atoku se NK butiky navdzou na cizorodou butiku a za¢nou proti této hrozbé vy-
poustét smrtelnou ddvku toxint. Tyto toxiny vytvofi otvory v membrané cizorodé buriky,
ty nasledné zapfi¢ini zdnik membrany a tim rozdéleni DNA na mnoho ¢&asti (tzv. apo-
ptéza — programovand bunéénd smrt). Jakmile NK buriky vypusti toxiny, dokdZi se od-
délit a zneskodnit dalsi buriky.



Obrazek 2: Utok NK buriky pod mikroskopem [12]

2.1.1.2.3 Imunoglobuliny

Jsou biologicky vyznamné a aktivni biomolekuly. Imunoglobuliny jsou protilatky,
které pomahaji buttkdm (napiiklad neutrofilim) rozpoznat specifické cizorodé buriky v
téle. ProtoZe neutrofily a dalsi obranné buriky maji zaporny elektricky potencidl, je po-
mérné obtizné navazat spojeni s infikovanou burikou v pfipadé, Ze ma stejny elektricky
potencidl. Imunoglobuliny dokdZou tento zaporny elektricky potenciél infikované buriky

neutralizovat a tim usnadnit praci neutrofiltim.

IgD IgM

Obrazek 3: T¥idy imunoglobulinti [16]



2.1.1.2.4 Dendritické bunky
huje. Dendritické buriky dokdZou zmobilizovat naivni T a B buriky (popsdno podrobnéji
v kapitole Specificka imunita) a tim i regulovat miru imunitni odpovédi organismu. Jsou
rozmistény téméi ve vSech tkdnich. Jakmile se objevi néjaky nezndmy antigen, dendri-
tické buriky jej pohlti a poté s nim cestuji do sekundarnich lymfatickych organti (napfi-
klad slezina). Zde pfedédvaji antigen T burikdm, které zapo¢nou tcinny vyvoj odpovédi
imunitniho systému.

Dendritické buriky jsou vybaveny TLR receptory (popsano niZe), diky nimz jsou schopny
rozeznat antigen.

21.1.25 TLR

Zkratka TLR (v angl. Toll-like receptory) znamend v piekladu ,receptory podobné
genu Toll” (geny a proteiny nalezené v octomilce — dvouk¥idly hmyz). Dnes jsou povaZo-
je detekovat charakteristické mikrobiadlni produkty (napfiklad lipoproteiny, bakteridlni
DNA, virové RNA a dalsi) a vyvolat ndslednou obranou reakci systému [4][44].

Existuje celkem 10 t¥id TLR receptorti: TLR-1 azZ TLR-10 a kazd4 tfida md svou funkci

a zameéreni.

2.1.2 Specificka obrana

Je nazyvana taktéZ jako adaptivni nebo ziskana. Specifickd imunita vstupuje do boje proti
patogentim, které vnikly do téla az ve chvili, kdy obdrZi signél od nespecifické imunity.
Jeji aktivace vsak trva fadové nékolik dni (pfiblizné pét dni).

Obrovskou vyhodou specifické imunity je schopnost pamatovat si patogeny, kterymi
byl organismus v minulosti napaden. To znamend, Ze jakmile dojde k opétovnému ttoku
patogenu, specifickd imunita dokdZe zareagovat a vygenerovat obrané ldtky mnohem
Tyto se po tspésném zlikvidovani infekce proméni v pamét'ové buriky. V dnesni dobé
je moZzné umélé vkladani téchto pamét'ovych bunék do téla, tedy ockovanim. Pomoci
ockovani lze dodat do téla informace o patogenech, se kterymi se télo nesetkalo, a nese
informace, jak se proti nové hrozbé branit.

2.1.2.1 Lymfocyty B a latkova imunita
Lymfocyty typu B, taktéZ nazyvané jako B buriky (z lat. Bursa Fabricii — imunitni or-
géan ptakd, u nichz byla tato burika poprvé objevena), jsou butiky produkujici protilatky
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(imunoglobuliny), které jsou zakladnim kamenem latkové (nebo také humordalni) imu-
nity. Tyto protilatky napadaji patogeny a postupné narusuji jejich strukturu, coZ vede k
jejich zniceni.

Buriky B jsou tvofeny v kostni dfeni, odkud se pak stéhuji do sleziny a dalsich lymfa-
tickych tkani, kde dozravaji. Jsou pokryty zhruba 10 000 proteiny ve tvaru Y (obrazek [4)
nazyvané protilatky (antibody), ty se navazuji na ur¢ité typy patogenti pomoci B buriko-
vych receptorti (BCR — v angl. B-cell receptors).

K aktivaci B buriky dojde diky rozpozndni antigenu receptory nebo je aktivovdna T
burikou, pfipadné antigenem samotnym. Aktivace B bunék ma za nésledek jejich rychlé
bunééné rozmnozeni a vytvorfeni zarodkovych center, kde nové B buriky dozraji v plazma-
tické buriky (tvofi protilatky likvidujici antigen) nebo pamét'ové buriky. VSechny tyto
buriky jsou klonem ptivodni buriky, tim padem rozlisi stejny typ patogenu.

Lig htcha\ /
Heavy chain

Obrazek 4: Tvar proteinti na B butikdch

2.1.2.1.1 Lymfocyty T a bunécéna imunita

T butiky jsou velmi dilezitym druhem lymfocyt v nasem téle. Jsou vytvafeny, stejné
jako B lymfocyty v kostni dfeni, ale poté putuji do brzliku (v angl. Thymus — odkud nazev
T burika), tam prochdazeji slozitym vyvojem. Jakmile dozraji, opoustéji brzlik a putuji do
krve jako naivni (neznajici cizi antigeny) T lymfocyty.

Na rozdil od B lymfocytd, T lymfocyty nerozezndvaji volné plovouci antigeny v krvi.
Jejich povrch je pokryt , Toll-like” receptory, které dokdzi , vidét” fragmenty antigenti na
povrchu infikovanych nebo rakovinnych bunék. Existuji dva druhy T bunék:
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1. Pomocnik T (také Th buiiky) -koordinuji odpovéd” imunitniho systému na an-
tigen. Nékteré Th buriky stimuluji dalsi butiky, aby zacaly produkovat protilatky.
Jiné zase, aby zacaly antigen pohlcovat (fagocytéza), a v poslednim piipad¢, aby
aktivovaly dalsi T buriky.

2. Cytotoxické T buniky (zkr. CTL - z angl. Cytotoxic T lymphocytes) — nazyvané
taktéz jako ,zabijacké” T buriky, které zatto¢i na buriky nesouci cizorodé nebo ab-
normalni molekuly na jejich povrchu. CTL jsou velmi uZite¢né proti virtim, které se
¢asto schovavaji pred dal$imi ¢astmi imunitniho systému. CTL dokaZou rozpoznat

Sy

malé fragmenty téchto vird, které vy¢nivaji ven z buriky, a zahdji ttok proti nim.

2.2 Poruchy imunitniho systému

U nékterych jedincth mtiZe dojit k poruse imunitniho systému. At jiZ pfi narozeni nebo
béhem Zivota. Jakékoliv poskozeni nebo naruseni imunitniho systému miize vést k po-
malejsimu uzdravovéani. V dnesni dobé existuje velké mnozstvi téchto poruch, napiiklad
autoimunitni onemocnéni, alergické onemocnéni, imunodeficience a mnoho dalsich (vice
informaci 1 [22]][26]).
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3 Umély imunitni systém

Zaklady umélého imunitniho systému (zkr. AIS z anglického Artificial immune systém)
polozili J. D. Farmer, A. Perelson a N. H. Packard ve svém ¢ldnku [1] v roce 1986, kde
pojednéavali o nékolika teoretickych modelech imunitni sité. Od této prace se pak odvijel
bezpocet dalsich, jez dél rozsifovaly a blize specifikovaly fungovani umélého imunit-
niho systému [38]. Zajimavé je prace S. Forresta a A. S. Perelsona [37], ta popisuje proces
rozpoznavani klondlni selekce a dlouhodoby vyvoj genti. Dalsim pfikladem je stat’ R.
Halavatiho, S. B. Shourakiho, M. ]. Heraviho, B. J. Jashmiho [39], jenZ pojednédva o rozsi-
feni algoritmu ClonalG, ktery nazyvaji symbioticky umély imunitni systém (SymbAIS).
Ten podle autorti dokézZe fesit i jiné problémy, které ClonalG fesit nedokaze.

V této kapitole je uveden popis a nékteré zakladni algoritmy, které se tykaji umélého
imunitniho systému.

3.1 Prvky a principy

V umélém imunitnim systému existuje fada prvki a principt, které je tfeba patficné po-
psat a rozlisit. Bez téchto znalostni neni mozné provést spravnou implementaci umélého
imunitniho systému.

3.1.1 Prvky

3.1.1.1 Mnozina S
Nebo také mnoZina vlastnich (z angl. self) prvk. V biologickém systému miZeme do
této mnoziny zafadit buriky, které do téla organismu patii. Pravé pro Self prvky chceme

zafidit ochranu imunitnim systémem proti patogentm.

3.1.1.2 Mnozina P

Oznacujeme ji jako mnoZinu feSeni, kterd obsahuje obranné butiky imunitniho sys-
tému, jako jsou imunoglobuliny, TLR receptory a také lymfocyty typu T a B. Tyto bunky
jsou schopny v organismu rozlisit cizorodé butiky od vlastnich. MtiZe nastat situace, kdy
prvky P mohou rozeznat a oznacit za cizi buriky i prvky z mnoziny S. V biologii se ta-
kovy jev nazyvd autoimunitni problém (napfiklad cukrovka, lupénka atd. [26]). Z tohoto

divodu existuje mnoZzina A.

3.1.1.3 Mnozina A
Tato mnoZzina bude vZdy obsahovat pouze ty prvky z mnoZiny D, které dokdZou roze-
znat pouze antigenni nebo patogenni buriky (butiky nepatiici do mnozZiny S). V pfipadé
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pouziti dalSich druht selekci (vysvétleno v dalsi kapitole) mtiZze mnoZina A obsahovat
prvky, které naopak rozeznaji pouze vlastni prvky.

3.1.1.4 Afinita

Afinita je ¢iselnd hodnota udédvajici nutnou miru podobnosti dvou prvka (popsano v
kapitole 3.1.2.2). Pii vyuziti jednoho z algoritmii rozpoznavéni prvk, napifklad Ham-
mingovy vzdalenosti (3.1.2.1),ziskdme hodnotu rozdilnosti dvou prvki. Tato hodnota je
posléze porovnana s afinitou. Je-li hodnota afinity niZsi, doslo k nalezeni stejného prvku

(at’ uz dobrého ¢i Spatného) a naopak.

3.1.2 Principy

V této kapitole budou vysvétleny zdkladni principy umélého imunitniho systému, jako je
rozpoznavani prvkd, diky némuz jsme schopni urcit vzdjemnou podobnost dvou porov-
navanych prvki. Daldi podkapitola se zabyva tfemi zdkladnimi druhy algoritmickych
selekci AIS. Patii mezi né pozitivni selekce, negativni selekce a klonélni selekce.

3.1.2.1 Rozpoznavani prvku

V adaptivni i neadaptivni imunité jsou buriky, které dokdZou rozpoznavat butiky ci-
zorodé, napiiklad vyse popsané neutrofily, dendritické buriky nebo lymfocyty typu Ba T.
KaZd4 z téchto bunék ma na svém povrchu receptory, jeZ dokdZou rozeznat urcity vzor.
Takové c¢asti buriky se fika komplement (také antibody). Téchto komplementti na po-
vrchu bunék je nezmérné mnozstvi a kazdy z nich dokaZe rozeznat urcity vzor (antigen).

Princip rozpoznavani miizeme pfirovnat k otevirani zdmku klicem (na obrazku [5).
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Antigeny
- e v
W W

l Antigen

b

Komplement

Obrazek 5: Komplement s antigenem [4]

V umélém imunitnim systému si miZeme komplement a antigen pfedstavit jako bi-
narni fetézce urcité délky. Zde probihd porovnavéni na zdkladé podobnosti bindrniho
fetézce komplementu s fetézcem antigenu. Aby byla obrana imunitniho systému 6¢inn4,
je zapottebi, aby byly oba fetézce shodné. Retézce viak mohou byt velmi dlouhé a Sance,
Ze budou 2 fetézce 100 % shodné, je pomérné mala. Z tohoto divodu se trva pouze na
vétsinové podobnosti. Existuji metody, které dokdZou tuto shodu jednoduse a ti¢inné ur-
¢it. Mezi nejzndméjsi existujici metody patfi Euklidova vzdalenost, Manhattanska vzda-
lenost a Hammingova vzdélenost [4][13].

3.1.2.1.1 Euklidova vzdalenost

Pro vypocet Euklidovské vzdalenosti se pouZivaji nasledujici vzorec:

i=1

kde x a y jsou dva jedinci se stejnou délkou fetézce. Euklidovu metodu pouZzijeme
napiiklad tam, kde je zapottebi zjistit vzdalenost dvou vektort v urcité roviné. Ptiklad:
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Pti pouZiti vzorce dostaneme nésledujici vypocet:

d=+(B-72+(5-2)2=5

Vysledek Euklidovy vzdélenosti pro vektory x a y je tedy 5.

3.1.2.1.2 Manhattanska vzdalenost

Manhattanska vzdalenost byla pfi svém vytvofeni inspirovdna pravouthlou uli¢ni siti
na ostrové Manhattan v New Yorku [31]. Tedy pokud fidi¢ automobilu chce dorazit z
mista A do mista B, vzddlenost mezi témito dvéma body je stejnd, at’ uz fidic¢ zvoli jakou-
koliv trasu sméfujici k bodu B. Pro takovy vypocet je pouzit nasledujici vzorec:

n
d= Z |i — yz’\2-
i=1

I zde prvky x a y znamenaji dva body ve stejné roviné. Pro jednoduchost pouZijeme
stejny pfiklad jako u predchdzejici metody:

Po dosazeni hodnot do vzorce bude vypocet vypadat ndsledovné:

d=13-7+5-2|=7

Vysledek Manhattanské vzdélenosti pro tento konkrétni priklad je 7.

3.1.2.1.3 Hammingova vzdalenost

V ramci této diplomové prace budeme vyuZivat Hammingovu metodu, kterd je nej-
zndméjsi a nejvyuzivanéjsi. Hammingova metoda pocitd, kolik hodnot ve dvou fetéz-
cich stejné délky je rozdilnych nebo kolik zmén je tfeba provést, aby oba fetézce byly
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identické. Pro vétsi ndzornost si tuto metodu mtizeme ukdzat na nasledujicim ptikladu s

binarnimi fetézci:

z=(1,0,1,1,1,0,0,1,0)
y=(1,1,1,0,1,0,1,1,0)
d=(0,1,0,1,0,0,1,0,0) = 3

Vysledek Hammingovy vzdélenosti je 3, tedy pfesné 3 prvky v fetézci je zapottebi po-
zménit (lhostejno ve kterém), aby byly oba identické. Porovnani téchto fetézcti miizeme
provést metodou vyluéného logického souctu (tzv. logicka funkce XOR) [42].

Hammingova vzdalenost se dnes pouZiva pfevazné v tzv. samoopravnych kédech
[40], ty se snazi nalézt a odstranit chyby vzniklé pfi pfenosu dat v siti. Euklidovy a Ma-
nhattanské vzdalenosti se vyuZiva v algoritmech shlukové analyzy dat, jeZ se snazi vy-
hledavat data a shlukovat je na zdkladé podobnosti ur¢itych vlastnosti [41][45].

3.1.2.2 Algoritmy selekce

V této kapitole budou popsany zdkladni selekéni algoritmy imunitniho systému. Kazda
ze selekci ma specifické chovani na dvou rozdilnych mistech naseho systému. Mezi se-
lekéni algoritmy patii pozitivni selekce, negativni selekce a klondlni selekce.

3.1.2.2.1 Pozitivni selekce

V biologickém imunitnim systému se proces pozitivni selekce pouzivad pro odstra-
néni vlastnich poskozenych a neuzite¢nych bungk, které jiz neplni svou funkci. Veskeré
buriky, jeZ projdou procesem pozitivni selekce, jsou usetfeny (tj. zlistavaji v organismu).
V opacném ptipadé jsou buriky odstranény [4][20].

V umélém imunitnim systému se tato selekce stard o odstranéni prvkii z mnoziny
feSeni (P), jeZ nedokaZou rozpoznat vlastni prvky v mnoZiné S. Tento druh selekce tedy
pouzivdme v systému, kde je zapotfebi, aby mnoZina P (tj. mnoZina v3ech feSeni) obsa-
hovala pouze komplementy (detektory) rozpoznévajici striktné jen vlastni prvky.

Selekce se uplatiiuji na dvou mistech algoritmu. Pfi vytvofeni prvki feSeni (mnoZina
P) a pii filtraci novych prvki v systému.

Kroky k vytvofeni mnoZiny feSeni:

1. Vytvoreni prazdné mnoZiny feSeni a nastaveni hranice afinity. V mnoZiné feSeni
(P) budou ty prvky, které dokazou rozeznat alesporn jeden prvek z mnoZiny Self.
Afinita stanovuje minimdalni hodnotu podobnosti, jizZ musi prvek dosahovat, aby jej
néjaky prvek z mnoziny P rozeznal jako vlastni (Self).
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2. Naplnéni mnozZiny feSeni. Zcela nahodné je vygenerovan prvek feSeni se vSemi
parametry. Tento prvek se porovnd se vSemi vlastnimi prvky (mnoZina S) — vypoc-
tend hodnota podobnosti (Hammingova vzdalenost) se porovna s afinitou a pokud
je mensi, je prvek pfidan do mnoziny P, algoritmus pokracuje krokem 4. Jinak je

nahodné vygenerovany prvek zahozen a algoritmus se vraci ke kroku 2.

3. Kontrola miry naplnéni mnozZiny P. Zde dochézi ke kontrole, zda jiz existuje v
mnoziné feSeni dostatecny pocet prvki. Pokud ne, algoritmus se opakuje od kroku

7 Yz

2. Je-li pocet prvkii dostacujici, dochazi k ukonc¢eni prvni ¢asti pozitivni selekce.

Prvni ¢ast pozitivni selekce vystihuje nize uvedeny diagram:

A e A
Vytvofeni Vygenerovani
prazdné mnoziny nahodného |&——
P —> prvku
J \ J

—

Porovnani se
Self prvky

Podobnost <
afinita

Pridej prvek
do mnoziny P

prvka?

Obrazek 6: Naplnéni mnoZiny P, pozitivni selekce
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Pokud za béhu programu dojde k nalezeni nového nezndmého prvku v systému, je
tteba okamzité zasahnout a zjistit, zda se jednd o prvek vlastni ¢&i cizi. NiZe je popsana

kontrola a pfipadna filtrace nezndmého prvku:

1. Porovndni nezndmého prvku s mnoZzinou P. Jakmile je nalezen novy prvek, je po-
rovnan se viemi stdvajicimi prvky z mnozZiny P (viz pfedchozi ¢ast) a vypocita se

mira podobnosti.

s Yz

2. Vyhodnoceni podobnosti. Stejné jako v predeslé casti se hodnota vypocitané po-
dobnosti porovnd s afinitou, pokud je tato hodnota mensi, prvek je rozeznan jako
vlastni (Self), mtiZe tedy zlistat v systému. Je-li hodnota stejna nebo vétsi, jedna se
o nevlastni (Non-self) prvek a je zapotiebi proti nému adekvatné zakro¢it.

Druhou ¢ést vyjadfuje tento diagram:

Mnozina
detektort P

Novy neznamy
prvek

Porovnat
neznamy prvek se
v§emi detektory

Jednédse o
Self prvek

Podobnost
<

Afinita

Ano

Jedna se o prvek
Non-Self

Obrézek 7: Filtrace nového prvku, pozitivni selekce
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3.1.2.2.2 Negativni selekce

Biologicky proces negativni selekce se pouzivé k odstrariovani nevhodnych T lymfo-
cytt. Nékteré lymfocyty se totiz mohou navézat i na vlastni butiky (podrobnéji v sekci
2.1.2). Negativni selekce tedy odstraiiuje ty T lymfocyty, jeZ rozeznavaji (mimo jiné) také
vlastni buriky. Timto zpisobem lze zabranit vzniku autoimunitnich onemocnéni.

Algoritmus negativni selekce v umélém imunitnim systému tedy funguje na stejném
principu jako v biologii — odstrafiuje veskeré prvky z mnoziny feSeni P, které rozeznavaji
vlastni buriky z mnoziny S. V mnoziné P tedy zbudou jen ty buriky, jez jsou schopny se
navézat pouze na burky cizi.

7 Yz

Prvni ¢ast algoritmu negativni selekce:

1. Vytvofeni prazdné mnoZiny feSeni a nastaveni hranice afinity. Je inicializovana
mnoZina feSeni P, ta bude obsahovat pouze ty buriky, jeZ nerozeznaji ani jednu z

bunék mnoZiny S. Afinita se nastavi na pfedem zvolenou hodnotu.

2. Naplnéni mnozZiny feSeni. Je vytvofen potencidlni prvek mnoZiny feSeni a vypo-
¢itd se jeho podobnost (Hammingova vzdalenost), ta se poté pouZije pro srovnani
s afinitou v8ech prvkt mnoziny S. Je-li mira podobnosti stejnd nebo vétsi nez dand
afinita (musi platit pro vSechny prvky mnoziny S), je prvek pfiddn do mnoziny
feSeni. Pokud je vSak mira podobnosti mensi, vygenerovany prvek se zahodi a al-
goritmus zopakuje tento krok.

3. Kontrola miry naplnéni mnoziny P. Pokud je jiz v mnoZiné P dostate¢ny pocet
prvka, algoritmus konéi. V opa¢ném piipadé se vraci ke kroku 2.

Zakladni diagram negativni selekce:
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) ( )
Vytvoreni Vygenerovani
préazdné mnoziny > nadhodného |&——
P —> prvku
_J _ _J

Porovnani se
Self prvky

Podobnost >
afinita

Pridej prvek
do mnoziny P

Obréazek 8: Naplnéni mnoZiny P, negativni selekce

Stejné jako pozitivni selekce je i selekce negativni sloZena ze dvou ¢ésti. NiZe roze-
brana druhd ¢ast se opét zabyva kontrolovanim novych bunék v systému.

1. Porovnani neznamého prvku s mnoZzinou P. Dojde-li k detekci nového prvku, je
tento porovnan se vSemi prvky z mnoziny feSeni P. Vysledkem je mira podobnosti.

2. Vyhodnoceni podobnosti. Mira podobnosti vypocitana v pfedchozim kroku se po-
rovnd s definovanou afinitou. Je-li vétsi nebo rovna hodnoté afinity, nové nalezeny
prvek je rozeznan jako cizi a spusti se adekvatni reakce umélého imunitniho sys-
tému. V opacném piipadé se jedna o vlastni prvek.

2 ¥z

Nasleduje diagram druhé ¢asti negativni selekce kontrolujici nové nalezené prvky:
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Mnozina
detektoru P

Novy neznamy

prvek

~
Porovnat
neznamy prvek se
vSemi detektory

J

Jedna seo
Self prvek

Podobnost
b

Afinita

Ano

Jednd se o prvek
Non-Self

Obrazek 9: Filtrace nového prvku, negativni selekce

3.1.2.2.3 Klonalni selekce

Klonalni selekce se v biologickych imunitnich systémech objevuje v okamzZiku, kdy
dojde navazani T a B lymfocytti na patogen. Navdzané butiky zvysi svlij metabolismus
a zacnou se velice rychle mnozit. Na jejich povrchu se vytvofi receptory (komplementy)
schopné se navazat na antigen patogenu. Nové vzniklé lymfocyty se poté navaZzou na
dalsi patogeny, pfi¢emz se rovnéz mnozi. Cely proces se opakuje, dokud nejsou vSechny
patogeny zahubeny.

Nasledujici kroky popisuji, jak spravné postupovat pfi vytvoreni prvkii pro mno-
zinu feSeni P tak, aby byly tspésné a efektivni pii vypofadavani s cizimi butikami. Do
mnoziny feSeni P jsou ukladdny pouze ty prvky, které dokdzou rozlisit néjaky patogen/-
patogeny nejlépe. Prvky, které nemaji tak dobrou schopnost rozpoznat patogen jako jiné
prvky z mnoziny, jsou z této mnoZiny odstranény. Diky tomu, mnoZina feSeni P obsahuje
pouze ty nejlepsi a nejpfesnéjsi buriky. Pro vétsi prehlednost je klonalni selekce popsédna
v bodech:



22

. Vytvofeni prazdné mnoziny feSeni P. Zakladnim krokem celého algoritmu je vy-
tvofeni prazdné mnoZziny feSeni P, kterd bude obsahovat pouze ty prvky, které do-
kézou eliminovat n&jaky patogen.

. Vygenerovani feSeni. V tomto kroku je vygenerovan urcity pocet prvki, které jsou
nésledné uloZeny do nasi mnoziny P.

. Vypocet afinity. Pro vSechny prvky z mnoZiny P je vypocitana afinita.

. Klonalni expanze. Podle velikosti afinity jsou prvky klonovany. Cim vétsi je hod-

nota afinity, tfim vice klont bude vytvofeno.

. Mutace prvki. Néasleduje mutace veskerych prvki dle afinity. Prvky, jeZ maji hod-
notu afinity niZsi, podstoupi vétsi mutaci neZ ty, které maji hodnotu afinity vétsi.

. Odstranéni slabsich prvkt. Z mnoZiny feSeni P jsou odstranény prvky, které maiji

nizkou afinitu.

. Kontrola miry naplnéni mnoziny P. Nyni je kontrolovano, zdali je v mnoziné P do-
state¢ny pocet prvki. Pokud ano, algoritmus klondlni selekce kon¢f, jinak je vyge-
nerovan urcity pocet novych potencionalnich feSeni a nasledné se algoritmus opa-
kuje od kroku 3.
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( 7
Vytvofeni prazdné Vygenerovani
mnoziny nahodnych feseni [&———
_

Vypocet afinity

o

i

Klonalni expanze

Vygenerovani x
nahodnych feseni

i

Mutace prvku

—

Odstranéni
slabsich prvku

prvka?

Obréazek 10: Klonalni selekce

Jakmile je mnoZina P naplnéna potfebnymi feSenimi jako u pozitivni nebo negativni
selekce, je na fadé druha ¢ast algoritmu selekce. Tato druhd ¢4st je stejnd jako u negativni
selekce, proto zde jiZ nebude popsana.

3.1.3 Vyuziti umélého imunitniho systému

Umélé imunitni systémy maji obrovské pole ptisobnosti v redlném svété. Mezi nejzna-
méjsi typické oblasti, kde se umélé imunitni systémy vyuZzivaji, patfi pocitatova bezpec-
nost, detekce anomdlii, téZeni dat (data mining), detekce vzorti, optimalizace, robotika,
téZeni webu a mnoho dal$ich. V této kapitole budou popsany nékteré z téchto oblasti.
Informace k této kapitole byly cerpany z [4], [20], [30], [31] a [32].

3.1.3.1 Pocitacova bezpecnost
Ochrana poéita¢t pred atoky virt a hackery (programaétofi, ktefi se snazi nabourat

do cizich poéitacti) je v dnesni dobé jednim z nejproblematictéjsich tkold pocitacovych
specialistti. V biologii, se patogen snaZi vniknout do naseho téla, kde se chtéji mnozit a
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Skodit. Stejné tak funguji i viry, které se pokouseji vniknout do nasich siti a pocitacdi. Proto

se v této oblasti stale vice vyuZivaji aplikace zaloZené na umélém imunitnim systému.

3.1.3.1.1 Sitova bezpecnost

Existuje fada atokti zaméfujicich se proti pocitacovym sitim. Ty se snazi nalézt slabiny
v opera¢nich systémech nebo v aplikacich. Jakmile dojde k infekci pocitace, je zapotfebi
tuto hrozbu detekovat a adekvatné zakrocit. J. Kim a P. Bentley navrhli ve své praci [31]
nékolik vlastnosti umélého imunitniho systému tak, aby byl co nejucinnéjsi v rozpoznéa-

vani pocitacovych atokt. Tyto vlastnosti byly rozdéleny do tfi bod:

1. Distribuovanost detekéni sité — tedy propojeni bezpe¢nostni sité na vice nezavislych

uzla.

2. Samoorganizovanost zabezpecend negativni selekci spolu s evoluci mnoZiny gent,

jez jsou vyuZzivany pro tvorbu detektord.

3. Nendroc¢nost na systémové prosttedky.

3.1.3.1.2 Detekce viru

Kazdy pocita¢ (nebo jiné ,chytré” zafizeni) by mél byt chranén antivirovym progra-
mem. Ten mé za tikol detekovat a ndsledné i eliminovat hrozby. Antivirové programy
vyuzivaji také logiku biologického imunitniho systému. Prohledavaji opera¢ni systém v
zafizeni a porovndvaji rizné nélezy se svou databézi virti, kde hledaji urcitou podob-
nost. BohuZel, viry se (stejné tak i v biologii patogeny) vyvijeji a mutuji. Je tedy zapotifebi
databdzi aktualizovat, obménovat a pfidavat dalsi detektory, které dokdZou viry spravné
rozpoznat. Analogii aktualizace databéze je v biologii o¢kovéni. Autofi ¢ldnku [46] . O.
Kephart, G. B. Sorkin, M. Swimmer a S.R. White popsali myslenku, jak vytvaret kom-
plementy pro doposud nezmapované viry. Diky této metodé jsou komplementy schopny
zajistit otisk viru a zapamatovat si jej pro budouci pouziti.

3.1.3.2 Robotika

N. Mitsumoto, T. Fukada a T. Idogaki pfisli jako prvni s ndpadem vyuZiti znalosti
imunitniho systému v oblasti robotiky [32]. Vytvofili populaci robotfi, ktefi se chovali
samostatné a organizované pfi hledani jidla bez zddného globédlniho kontrolniho mecha-
nismu. Celd ideologie robotiky vyuZziva celkem tfi vlastnosti biologického imunitniho
systému. Roboti v tomto systému zastupuji B lymfocyty. Kazdy robot mé konkrétni stra-

tegii pfi hledani jidla. Druhou vlastnosti je imunitni sit’, kterd umoZnuje interakci mezi
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roboty. Tieti a posledni vyuZiti je kalkulace B bunék — ¢im vice B bunék (robott) je v

systému k dispozici, tim lepsi strategie je pouZita.

3.1.3.3 Optimalizace

Cilem optimalizace je pozménit a tim vylepsit existujici systémy tak, aby byly efek-
tivnéjsi pii feSeni problémti. Téch, pfi jejichZ feSeni se ideologie imunitniho systému vy-
uziva, existuje celd fada. Jmenujme napfiklad problém obchodniho cestujictho, ClonalG,

doporucovani film nebo naptiklad i v evolué¢nich algoritmech.

1. Problém obchodniho cestujiciho - pfedstavuje vypocetné velmi ndroény tkol. Rych-
lost vypoctu zavisi zejména na velikosti mnoZiny mést, jeZ jsou navzajem propojena
cestami. Cilem je nalezeni co nejkratsi trasy mezi vSemi mésty tak, aby obchodnik
prosel véemi mésty pravé jednou s tim, Ze obchodnik musi skoncit svou cestu v po-
¢ateCnim meésté. V imunitnim systému jsou mésta reprezentovana antigeny a trasy
mezi nimi komplementy. Program imunitniho systému poté uz jen vyhled4 nejlepsi
mozné feSeni. Touto moZnosti vyuZiti se poprvé zabyvali a implementovali S. En-
doh, N. Toma a K. Yamada [33]. Dnes se s timto problémem setkavdme v navigacich,

online mapdéch atd.

2. Doporuceni filmi - S. Cayzer [34] vyvinul systém doporuc¢ovani filmt uZivateltim.
Kazdy uzivatel ma svij ticet, kde mtiZe dopliiovat ndzvy filmt, které jiz zhlédl a na-
sledné je i ohodnotit podle svého uvéaZeni. Pro daného uZivatele (antigen) chceme
zobrazit filmy, které by se mu mohly libit. Ostatni uzivatelé (komplementy) rozpo-
znaji antigen daného uZivatele, pokud zhlédli stejny film a zarovern jej ohodnotili
podobné. Diky pozitivni selekci se poté vyberou ty filmy, které dosud dany uzivatel
nezhlédl.

3. Evolu¢ni algoritmy — Diky optimalizaci evolu¢nich algoritmii imunitnim systé-
mem je algoritmus mnohem rychlejdi a efektivnéjsi. Stru¢ny popis evoluc¢nich al-

goritmi je k nalezeni niZe.
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4 Cil prace

Cilem diplomové préce je naimplementovat optimaliza¢ni algoritmus bindrni diferenci-
alni evoluce spolu s umélym imunitnim systémem. Prace vychdazi z publikace X. He a
L. Han [23], ktefi se touto problematikou zabyvali, a popisuje zakladni funkcionalitu bi-
narni diferencidlni evoluce rozsifenou o umély imunitni systém, ktery md zefektivnit a

Z.7 ¥

urychlit proces vyvoje vyhledani feSeni.

Dalsim cilem je rozsifit tuto implementaci o pozitivni selekci, dalsi typy diferencidlni
evoluce a nakonec provést experimenty, diky nimz zjistime, které z feSeni je nejefektiv-
ngjsi. Logiku, funkci a princip umélého imunitniho systému jsme si jiz nastudovali a
pochopili. Nyni je zapotiebi nastudovat diferencidlni evoluci, jeZ je jednim z typli evo-
lu¢nich algoritmt. Proto si nejprve osvétlime zdklady evolu¢nich algoritm.

4.1 Evolucni algoritmy

Evoluéni algoritmy jsou inspirovany biologickou evoluci, za jejthoZ zakladatele se pova-
zuje Charles Darwin [3]. Darwin dovedl vysvétlit a dokdzat moZzny vyvoj druhii pfirod-
nim vybérem. Ti jedinci, ktefi jsou 1épe pfizplisobeni svému prosttedi, prezivaji a maji
moznost reprodukce. V rdmci nékolika generaci se populace vyviji a tim vylepsuje své
vlastnosti.

Evolué¢ni algoritmy jsou druhem stochastickych optimaliza¢nich metod nazyvané také
jako metaheuristiky, ty se snazi vyhledat optimalni feSeni v daném prostoru. Tento proces
je Casové a vypocetné velmi narocny [30].

4.1.1 Zakladni pojmy a princip evoluénich algoritmu

Zakladnim rysem evoluénich algoritmi je vyhleddvani feSeni ndhodnymi zménami. Po-
kud je nové vzniklé feSeni lepsi a vyhodnéjsi nez to staré, tak jej nahrazuje. Evoluéni
algoritmy pracuji s populaci jedinct. Kazdy jedinec je tvofen parametry a tzv. fitness
hodnotou, jeZ urcuje, jak je dany jedinec, predstavujici feSeni daného problému, dobry v
ramci populace.

Jakékoliv feSeni urcitého problému je reprezentovano jedincem (také nazyvany feno-
typem) populace. Jedince si miizeme piedstavit jako instanci tfidy Jedinec (obrézek [11),

kde kazdy jedinec obsahuje sadu parametrt Py, Py, ..., P,,.
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Jedinec

+ Ohodnoceni (fitness) :int

+P1 : float
+ P2 : float
+P3 - float
+ .. : float
+Pn : float

Obrézek 11: Reprezentace tfidy Jedince v tfidnim diagramu

Jedinci v populaci mohou byt reprezentovani nasledovné:

Vv,

1. Bindrni reprezentace - Jednd se o historicky nejstarsi a nejjednodussi reprezentaci
zpopularizovanou genetickymi algoritmy. Jedinci jsou fetézce, jeZ se sklddaji pouze
z 0 a1 (false a true).

2. Celociselna reprezentace — Parametry jedince obsahuji libovolné znaky z defino-
vané mnoziny. Mnozina mtZe a nemusi byt ¢iselnd. Mezi prvky nemusi existovat
zadny vztah.

3. Redlna reprezentace — Tato reprezentace byla preferovand v evolu¢nich algorit-
mech, kde kazdy parametr jedince obsahuje redlné &islo.

4. Potadi - Existuje mnoZina objektti, které je tieba setfidit a kazdy prvek v této repre-
zentaci mtize byt pouZit pravé jednou. Na tomto zdkladé jsou vytvafeny permutace
jedinct.

5. Struktury — Pod pojmem struktury si mtiZzeme piedstavit matici nebo stromovou
strukturu. U matice je prohleddavany prostor pevné dany. Naopak u stromu je pro-
hleddvani proménlivé, v tomto piipadé se preferuje genetické programovani. [24]

Jedinci se v populaci v priibéhu ¢asu (generaci) dale vyvijeji a ti s lepsi fitness hodno-
tou nahrazuji ty, ktefi maji hodnotu fitness horsi. Po uplynuti urc¢itého ¢asového obdobi
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zbydou v populaci jedinci, ktefi pfedstavuji ta nejlepsi feSeni daného problému a nékteti
z nich mohou dosdhnout hodnot bliZicich se optimalnimu feSeni.

Pfi generovani nové populace jsou dulezité 2 zdkladni kroky:

vrv

1. KtiZeni — Jedna se o reprodukci dvou (nebo vice) existujicich jedincti, ktefi jsou
vybrani z mnoziny populace. Podle druhu evoluc¢niho algoritmu je vytvofen jeden
novy jedinec nebo vice, ti nesou chromozomy obou jedincii (obrédzek ¢.[12).

Rodice [o i Jol el aJol 1o ] [aJiTJoltJolt Jr]1]o]
e el
-—]

Potomei [1 [1Jofi[1Joe[1JoJ1] [oJirJofl1tTolr[1]1]o]

Obrazek 12: K¥izeni
2. Mutace - po kiiZeni pfichazi na fadu mutace. Jedna se o zménu ndhodné vybranych
parametri jedince. U bindrnich jedincti se mutaci méni 0 na 1 a naopak. Diky tomu
je mozné nalézt lepsiho jedince, ktery vyhovuje podminkdm.

Pozn.: K¥iZeni a mutace se mohou lisit v riznych typech evoluc¢nich algoritmi.

4.1.2 Ucéelova funkce

VVVVVVVVVVVV

Utelova funkce je jedna z nejduilezitéjsich a nejslozitéjsich ¢asti optimalizaénich procesti.
Jeji nespravnd definice mtiZze vést k vysledktim, které neodpovidaji povaze problému.
Obvykle pomoci ti¢elové funkce zjist'ujeme minimdlni nebo maximélni pozici v urcitém
prostoru (dle velikosti rozméru plochy). Pokud jedinec populace ma 5 parametr, hleda
se feSeni v 5-ti rozmérném prostoru.

Doposud neexistuje ndvod nebo stru¢né instrukce, které by popisovaly, jak spravné
danou tucelovou funkci sestrojit. Existuji vSak principy, které pomédhaji spravnému vy-
tvofeni ticelové funkce [24][25]. V citovanych pracich miZeme nalézt podrobnéjsi popis

7 ¥

této problematiky spolu s pfiklady pouziti ticelové funkce.
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Podle poctu extrémi se ticelova funkce déli:
Unimodalni tGc¢elova funkce — Jednd se funkci, ktera ma pouze jeden extrém (obréa-

zek ¢.[13).

Z Axis

k Airig

Obrézek 13: De Jongova funkce

2. Multimodalni ti¢elova funkce — Naopak multimoddlni téelova funkce ma extrému
mnohem vic, proto je zde vyhleddvani feSeni mnohem komplikovanégjsi (obrazek

14).
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Z Axis

500

Obrézek 14: Schwefelova funkce

4.2 Diferencialni evoluce

Jednim z nejzndmé;jsich evoluc¢nich algoritmii, a pomérné novym, je diferencidlni evo-
luce, jez byla vyvinuta v letech 1995 autory K. Pricem a R. Stormem [35]. Diferencidlni
evoluce vznikla vyvojem a zménami algoritmu genetického Zihéni, které slouzi také pro
feseni sloZit&jsich problémd. Upravami algoritmu genetického Zthani vznikla tzv. dife-
rencidlni mutace, ta generuje zkusebni feSeni pfi¢tenim dvou ndhodné vybranych jedincti
ke tfetimu, také nahodné vybranému. K tomuto vysledku byla poté pfidana metoda se-
lekce z genetického Zihédni. Posléze se ukazalo, Ze nékteré pouzité metody z genetického
zihani jsou nadbytecné, proto byly vypustény.

Pokud se jedna o zdkladni typ diferencidlni evoluce DE/rand/1/bin (druh vypoctu
mutacniho vektoru, bude vysvétleno v kapitole4.2.5), velmi se podobd genetickym algo-
ritmim vyuZzivajicim podobné metody. Jednou z téchto metod je generovani potomki.
Diferencialni evoluce vytvafi nového potomka pro budouci populaci ze ¢tyf jedinct z
aktudlni populace, oproti tomu geneticky algoritmus pouziva jedince pouze dva.

4.2.1 Parametry diferencialni evoluce

Existuje fada parametrti, které diferencidlni evoluce vyuziva. Nebyli bychom schopni
tento algoritmus spravné naimplementovat, aniz bychom s nimi byli seznameni.
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1. NP[10D, 100D] - Jedna se o maximéalni pocet jedincti v populaci, kde D zna¢i roz-
mér jedince. Pro spravné fungovani diferencidlni evoluce je zapottebi mit vZdy mi-

nimalné 4 jedince, potfebné pro generovani novych jedincii. Cim vétsi pocet jedincti

NP2

2. G - Udévé pocet generaci.

3. CR[0,1] - Parametr udévajici prah kiizeni. Pokud je hodnota nastavena na 0, nebude
provedena mutace na nové vytvoreném jedinci, ten bude pfesnou kopif svého aktu-
alniho rodice a dojde tak k tiplnému zastaveni vyvoje populace. Pokud tedy nasta-
vime CR na 1, bude novy jedinec pouhou kombinaci tii jedincti z populace. Priibéh
diferencidlni evoluce by tedy vypadal jako ndhodné hledani feSeni problému.

4. F[0,2] - F znaci parametr muta¢ni konstanty, posledni fidici parametr diferencialni

evoluce.

Doporucené hodnoty pro parametry diferencidlni evoluce (pfevzato z [24]):

Parametr Interval Doporucena hodnota
NP [10D, 100D] 10
CR [0,1] 0/8 - 0/9
F F 03-09

Tabulka 1: Doporucené hodnoty

4.2.2 Mutace, kfizeni a selekce

Mutace a kiiZeni jsou dva velmi podstatné kroky diferencidlni evoluce (kapitola [4.1.1)),
avsak kazdy z evolu¢nich algoritmi provadi mutaci a kfiZeni jinym zptisobem. Z tohoto
diivodu je zapottebi si je vysvétlit dfive, neZ bude vysvétlen princip fungovani diferen-

cialni evoluce.

4.2.2.1 Mutace

Zakladnim krokem vyvoje populace je tzv. mutace. Diky mutaci dokaZe diferencidlni
evoluce DE/rand/1/bin vygenerovat nového jedince, ktery je vytvofen celkem ze ¢ty
jedincti z aktudlIni generace (genetické algoritmy potfebuiji jedince pouze 2). T¥i z jedincti
jsou vybrani z populace ndhodné (ry, 12, r3). Ctvrty jedinec je aktualni jedinec cyklu (x;),
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ten je vSak vyuZit aZ u procesu kiiZeni. VSichni jedinci musi spliiovat nésledujici pod-
minku:

Mutace

T FTLFETLFETS

Mutaci mtizeme popsat ndsledujicim vzorcem (pro zdkladni druh DE/rand /1/bin):

UjZl’G +F-(mG ¢ )

T1,J ro,j  raj

Ten znadi, Ze prvni dva ndhodné vybrani jedinci ze stejné populace (x& 7 j,xg j)se od
sebe odectou a jsou nédsledné vynédsobeni muta¢ni konstantou F. Vysledny vektor je pak
pficten k tfetimu ndhodné vybranému jedinci (x& ;)- Vysledkem mutace je vytvofen tzv.

,mutacni vektor v;* nebo také ,Sumovy vektor”.

4.2.2.2 Krizeni

V diferencidlni evoluci nastdva proces kiiZeni aZ po procesu mutace (napfiklad u ge-
netickych algoritm je tomu naopak). Cilem kiiZeni u diferencialni evoluce je z doposud
nepouZzitého aktudlniho jedince (x;) a vzniklého muta¢niho vektoru vytvorit tzv. zku-
Sebni vektor (trial vector). V tomto procesu stoji proti sobé pokazdé stejné parametry
obou prvkili (prvni parametr aktudlniho jedince a prvni parametr muta¢niho vektoru,
atd.). Pro kazdy parametr je generovano ndhodné ¢islo z intervalu [0,1] a pokud je hod-
nota vygenerovaného ¢isla mensi nez hodnota CR, zkopiruje se do pfislusného parame-
tru zkusebniho vektoru parametr Sumového vektoru. V p¥ipadeé, Ze je hodnota vétsi nez

CR, vybere se parametr ¢tvrtého jedince.

4.2.2.3 Selekce

Nové vznikly jedinec je ndsledné ohodnocen (spocitd se hodnota fitness). Tento jedi-
nec pak bojuje o misto v nové populaci s aktudlnim jedincem. Do nové populace se umisti
jedinec s lepsi fitness hodnotou (v pfipadé hleddni globdlniho maxima bude lepsi vyssi
hodnota fitness).

4.2.3 Princip

Diferencidlni evoluce pracuje s populaci jedincti. Cilem algoritmu je vygenerovat popu-
lace, kterd bude mit co nejlepsi hodnotu fitness funkce. Pro dosaZeni tohoto cile je zapo-
ttebi provést nasledujici kroky:
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1. Nastaveni fidicich parametr. V prvnim kroku je potieba pfesné stanovit parame-
try, které jsou popsany v &asti Nastaveni téchto parametrii je nezbytné pro
spravny chod diferencialni evoluce.

2. Vygenerovani populace. Druhym krokem je vygenerovani jedincti do populace
podle parametru NP. Tito jedinci musi byt vytvofeni dle pfedem definovaného
vzoru (specimen). Kazdy z téchto jedincti musi mit kromé parametrti i hodnotu
fitness.

3. Cyklus generace. Tento cyklus zajist'uje vypocet celé generace a zahrnuje i ndsle-
dujici krok — Evolu¢ni cyklus.

4. Evolué¢ni cyklus. V evolu¢nim cyklu se provadéji procedury podrobné rozebrané
v sekci Je provadén tolikrét, kolik je v populaci jedincti. Na konci cyklu je
stavajici populace nahrazena novou (v kazdé iteraci je vytvofen jedinec pro novou
populaci).

(a) Mutace.
(b) K¥izZeni.
(c) Selekce.

5. Ukonceni cyklu generaci. Cely proces diferencidlni evoluce kon¢i tehdy, aZ je pro-
veden uZivatelem dany pocet generacnich cykli (generaci). K ukonceni cyklu ge-
neraci maZze dojit i tehdy, pokud algoritmus vyhodnoti, Ze neni vytvofen novy uni-
katni jedinec.

6. Vyhodnoceni. Vysledkem celé diferencidlni evoluce je populace jedincti, ktefi pied-

stavuji nejlepsi nalezené feSeni.

Cely princip fungovéni diferencidlni evoluce miiZze byt popsan i diagramem:
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Vytvofeni po&atecni
populace

Generace =1

Generace 2
Max

Ne

Evoluce =1

e —

A2
)

Vytvoreni
mutaéniho vektoru

e —

A2

Generace + 1 Vytvoreni
zku$ebniho vektoru

Ne

Nahrada staré Pridani aktualniho Pfidani zkusebniho
generace za novou jedince do nové vektoru do nové
populace populace

(

Evoluce

Evoluce + 1

>
ocet jedincy

Obrézek 15: Diagram aktivit diferencidlni evoluce
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4.2.4 Vlivy na prubéh diferencialni evoluce

Je mnoho faktorti, které ovliviiuji priibéh evoluce populace jedincti. Jde zejména o para-
metry definované pfed samotnym spusténim algoritmu. Patfi mezi né:

1. Potéte¢ni parametry — Nastaveni parametrt z kapitoly muiZe velmi ovlivnit
rychlost evoluce. Napiiklad nastaveni pfili§ nizké hodnoty CR mtiZe mit za néasle-
dek pomalou evoluci, jedinci se obménuji pomaleji a zpomaluje se tak cely algorit-
mus.

2. Velikost populace — Prili§ maly pocet jedinct v populaci mtZze zptsobit brzké
skonceni diferencidlni evoluce, aniZ by se mu podafilo nalézt globdlni extrém. Je
proto zapotiebi brat v tivahu velikost populace vzhledem k vykonnosti pocitace.

3. Definice tcelové funkce — Pokud je Spatné nadefinovana tcelova funkce, miize
dojit ke Spatnym rozhodnutim pii vybéru lepsich jedinct, ktefi postoupi do dalsi
generace. MtZe to mit tudiZ za nésledek velmi pomaly priibéh evoluce nebo se
miiZe evoluce zcela zastavit.

4. Velikost prostoru — Asi jeden z nejvétsich vlivii na algoritmus mtZe mit prostor,
ve kterém diferencidlni evoluce probiha. Napiiklad pokud evoluce bude probihat
na de Jongoveé funkci (obrazek Vlevo), bude mnohem jednodusi nalézt globdlni
minimum. Oproti tomu na funkcich podobnych Schwefelové funkci (obrdzek
nové a nové lepsi jedince blizici se globdlnimu extrému, avsak samotny globalni
extrém nalézt nemusi (diky mnoZstvi lokalnich extrém, kde mohou jedinci ,uviz-

nout”).
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Obrazek 16: De Jongova a Schwefelova funkce

4.2.5 Druhy diferencialni evoluce

Existuje velké mnozZstvi moznych vypocti diferencidlni evoluce. Rozdil mezi jednotli-
vymi druhy je nejastéji ve vypoctech muta¢niho vektoru. V pfedchozich kapitoldch jsme
si popsali jednu z moznych variant vypoctu mutac¢nich variant a to DE/rand /1/bin:

— G G
Uj - x’“l:j + F- (1’7.27]' - mT37j)
Definice dalsich variant vypoc¢tu muta¢niho vektoru:

1. DE/best/1/exp

_ .G G G
Vj = Lpest,j + F- (a:Tl,]' - xTQaj)

2. DE/rand-to-best/1/exp
vj =l + A (Thegy — o) + F (25— )

3. DE/best/2/exp

_ .G G G G G
Vj = Tpegt j T+ F- (mn,j t T Ty T ”TMJ)
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10.

11.

DE/rand/2/exp
vj =g+ F (2l +ag, - o —al )
DE/best/1/bin
Vj = T+ F - (25— 25 )
DE/rand/1/bin
vj =g 5+ F (a5 — 27, 5)
DE/rand-to-best/1/bin

G G G G G
vj = a7+ A (Tpeej — 7)) +F - (@ Try i)

%,J r1,J  r2,g
DE/best/2/bin
G G G G G
Vj = mbest,j +F- (leJ + mrg,j — g T xm,j)
. DE/rand/2/bin
G G G G G
Vj = Ty 5+ E- (J:Tl,j t Xy~ Ty g — x’f'zlvj)
DE/current-to-best/1/bin

G a G €] G
vj = a7+ B (Tpest; — i) + F - (@ T i)

DE/current-to-rand /1/bin

G G G G G
Uj:xi,j+F'($r1,j_‘Ti,j)"i_F'(x T )
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5 Implementace a popis aplikace

V této ¢asti diplomové préce se jiZ zaméfime na implementaci nabytych znalosti umélého
imunitniho systému a diferencialni evoluce. Jak jiZ bylo uvedeno v nékteré z pfedeslych
kapitol, budeme vychdazet z ¢asti védecké prace X. He, L. Hana [23]].

5.1 Clanek ,,A Novel Binary Differential Evolution Algorithm Based On Ar-
tificial Inmune System*

Autofi v publikaci vysvétluji zdkladni principy diferencidlni evoluce. Déle pak ujasiiuji,
Ze v bindrni varianté diferencidlni evoluce se provadi vypocet muta¢niho vektoru s po-
moci zdkladnich logickych funkci. Nejdtlezitéjsi ¢asti je vSak kapitola zabyvajici se bi-
narni diferencidlni evoluci, jeZ vyuZiva principi negativni selekce umélého imunitniho
systému. Autofi vSak vyuZili jen zdkladniho potencidlu negativni selekce — rozhodli se
provést kontrolu mutac¢niho vektoru jen na zdkladé poctu jednicek v binarnim fetézci.
Tato prace rozsifuje ¢lanek [23] zejména o poznatky z pouziti pozitivni selekce a dalsich
variant algoritmu diferencidlni evoluce. V zdvéru prace jsou uvedeny vysledky experi-
ment, ty se soustfed'uji na porovnani pozitivni a negativni selekce v jiz dfive popsanych
variantdch algoritmu diferencidlni evoluce.

5.2 Tridy aplikace

Program je rozdélen do t¥{ ¢asti:
1. Hlavni program a dopliiky — Zde se nachazi tfidy:

(a) Program.cs - Jednd se o tfidu obsahujici hlavni tok programu, tj. obecnou pro-
gramovou funkcionalitu, kterd abstrahuje od implementaénich detailt jednot-

livych procedur diferencialni evoluce a imunitniho systému.

(b) Utilities.cs - Obsahuje pouze pomocné metody pro pfevody riznych typt.
2. Binarni diferencidlni evoluce - V této ¢4sti se nachdzi 7 tiid:

(@) Individual.cs - Tfida Individual reprezentuje jedince populace. Kazdy z je-
dincti obsahuje parametr Figure, fetézec jednicek a nul (true a false) a hodnotu
Fitness, kterd vyjadfuje vysledek ohodnoceni jedince. Cim je hodnota Fitness

M

nizsi, tim je jedinec lepsi.
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(b) AbstractDifferentialEvolution.cs — Abstraktni tfida sdruZujici spole¢né vlast-
nosti t¥id DEBest1Bin.cs, DECurrentToBest1Bin.cs, DECurrentToRand1Bin.cs,
DERand1Exp.cs, DERand2Bin.cs, které obsahuji rozdilnou metodiku pro vy-
pocet mutaéniho vektoru.

3. Umély imunitni systém - Ttidy souvisejici s umélym imunitnim systémem:

Nz 2

(a) Lymphocyte.cs - Tato tfida pfedstavuje prvky patfici do mnoziny feSeni P.
Diky témto prvkim dokézZe algoritmus urcit, zdali je jedinec z populace vhodny
pro dalsi vyvoj. Kazdy prvek obsahuje atribut Antibody, jenz stejné jako Fi-
gure u jedincti obsahuje fetézec jednicek a nul. Dale je zde afinita, kterd urcuje
minimdlni miru podobnosti — ta rozhodne, jestli je feSeni podobné jedinci ¢i

nikoliv.

(b) AbstractSelection.cs - SlouZzi jako abstrakini tfida definujici spole¢nou funkci-
onalitu pro negativni (NegativeSelection.cs) a pozitivni (PositiveSelection.cs)
selekci. V téchto tfidach jsou implementovany samotné selekéni metody.

5.3 Popis implementace

Zakladni principy implementace umélého imunitniho sytému i diferencidlni evoluce jiz
byly popsany. Nyni je zapotfebi provést implementaci diferencidlni evoluce, kterd bude
vyuZzivat principti imunitniho systému tak, aby doslo k zefektivnéni a urychleni hledani
feSeni (tj. v naSem piipadé nalézt globalni minimum v hledaném prostoru).

V nasem kontextu miizeme oznacit jedince (Individual) prvni populace za prvky
mnoziny S, tedy vlastni prvky. Na jejich zdkladé probéhne, podle vybraného druhu se-
lekce, vygenerovani fady lymfocyti (Lymphocytes). Muta¢ni vektory (v; c+1) budeme
povaZovat za antigeny, které jsou vZdy vypocitdny dle pouZitého typu diferencidlni evo-
luce. Pro vypocet bindrnich muta¢nich vektort jsou pouZity logické operace, misto kla-

sickych matematickych operaci:

1. Ode¢itani -V pfipadé odecitani dvou bindrnich vektord (chromozomii) se pouziva
logicka operace XOR. Vysledkem XOR je dalsi binarni vektor, kde kazda hodnota
predstavuje rozdil mezi pouzitymi vektory. Pokud hodnota je 1, chromozomy se v
této i-té hodnoté lisi a naopak.

2. Nasobeni — Néastupcem nasobeni je operace AND. Pro AND je vzdy vysledek 1,
pokud oba vektory maji v i-tém prvku 1. Pokud je vSak jedna z hodnot 0, vysledek
je 0.
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3. Séitdni — Pokud chceme scitat dva bindrni vektory, je zapotfebi pouzit logické ope-
race OR. Vysledkem je vZdy hodnota 1, pokud alespori jeden z pouZitych vektorti
obsahuje 1.

Pro vétsi ndzornost je nize ukdzan vypocet muta¢niho vektoru (viz obrézek [17) pro
zékladni typ diferencidlni evoluce, DE/rand/1/bin, jehoZ vzorec je:

vj::vG7-—|—F-(xG 28 )

X
2, & WOr Xr3, G

1 f1r 1 jo o o fe=—1 11

)

lofolof1 1 [1]

land
1/ 1] o] 1] 0] 0] NéahodnyvektorF
ofofof1]ofo]
lof1]ol1fofo]x,,
o[ 1[of1[ofof v

Obrézek 17: Vypocet binarnitho muta¢niho vektoru [23]

Néhodny vektor F je ndhodné vygenerovany vektor, ktery nahrazuje v bindrni verzi
diferencidlni evoluce muta¢ni konstantu F.

Cely algoritmus diferencidlni evoluce vyuZivajici umély imunitni systém mtiZeme po-
psat ndsledujicimi kroky:
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. Inicializace parametri algoritmu. V prvnim kroku je tfeba vytvofit prdzdné mno-
ziny populace a lymfocytti. MnoZina populace bude obsahovat rizné jedince a
mnoZina lymfocytti bude obsahovat prvky feSeni. Kromé mnoZin je zapotiebi na-
stavit parametry diferencidlni evoluce (viz a nastaveni afinity pro imunitni
systém. Déle se musi vytvofit populace ndhodnych jedincti, se kterymi se bude

déle v béhu programu pracovat.

. Pocdatek generace a vytvofeni nového jedince. Zde se inicializuje vypocet novych
jedinct, jiz se vyvijeji z aktudlni populace. Celkovy pocet cykl pro vypocet nové
populace zavisi na velikosti mnoZiny populace.

. Ohodnoceni jedincti. Zde se aktivuje algoritmus tcelové funkce, kterd vypocita a
pfifadi vSem jedinctim jejich ohodnoceni, tedy hodnotu, kterd reprezentuje feSeni

NP A

(¢im mensi hodnota, tim lepsi feSeni).

. Vytvofeni zcela novych lymfocyta. Na zakladé uZivatelem vybrané selekce (pozi-
tivni nebo negativni, viz[3.1.2.2) je provedena tvorba lymfocytfi, ty jsou poté ptifa-
zeny do mnoziny lymfocyta.

. Vypocet mutacniho vektoru. Vypocet mutac¢niho vektoru je zavisly na uzivatelem
vybraném druhu diferencidlni evoluce (viz 4.2.5). Jak jiz ndzev napovid4, jedna se
o mutaci aktudlnich jedincti (vice informaci}4.2.2).

. Provedeni selekce. Druhy krok selekce (prvni je nac¢rtnut pod cislem 4 v tomto
popisu), stejny princip jako v prvnim kroku je pouZit i pro kontrolu muta¢niho
vektoru (antigenu). Vektor je porovndn se vSemi prvky mnoziny lymfocytt a je

zjisténa mira podobnosti.

. Porovnani podobnosti a afinity. Zde zaleZi na vybraném selekénim algoritmu, jak
bude tato podobnost vyhodnocena.

(a) Negativni selekce - Pokud je mira podobnosti stejnd nebo vétsi neZ afinita,
bude proveden krok 8. V opa¢ném piipadné algoritmus pokracuje s krokem 9.

(b) Pozitivni selekce — Zde dochazi k opacnému chovéni neZ u negativni selekce.
Tedy, pokud je mira podobnosti mensi neZ afinita, algoritmus pfejde na krok
8, jinak sko¢ina 9.

. Manipulace s vektorem. Jakmile je vyvoldna metoda manipulace s vektorem, je
tento vektor pozménén (viz obrazek[I9). Nejprve jsou secteny vechny 1 ve vektoru
(parametr C). Pokud je jejich pocet vétsi neZ zvolené maximum (V,,4.), je ndhodné
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vygenerovano ¢&islo I od 1 do C. Vygenerované ¢&islo znadi i-tou 1 vektoru, ktera
bude zménéna na 0. Cely cyklus manipulace s vektorem se opakuje do té doby,
dokud neni pocet 1 mensi nez definované maximum (V,4z).

Yy

9. Provedeni kiiZeni. Zde je provedeno kiiZeni muta¢niho vektoru s aktudlnim i-tym
(i = iterace) jedincem. Vice o k¥iZeni v kapitole

10. Vybér lepsiho jedince a pfidani do nové populace. V tomto kroku dochazi porov-
nani hodnot ohodnoceni, tedy jestli ma nové vygenerovany jedinec lepsi ohodno-
ceni neZ aktudlni (i-ty) jedinec. Lepsi z nich postupuje do mnoziny nové populace,

ktera v dalsi generaci nahradi tu stavajici. Tomuto kroku se také iikd ,Greedy” se-
lekce.

11. Néhrada staré populace za novou. Jakmile byl dokonc¢en dostatecny pocet iteraci,
dochéazi k odstranéni staré populace a nahradi ji populace nova.

12. Kontrola iterace. Dochdzi ke kontrole poctu iteraci v populaci. Pokud jesté nebylo
dosazeno poZzadovaného poctu iteraci, fidici proménnd cyklu (i) je navysena o jed-
nicku a cyklus se provadi znovu (krok 5). Pokud byl jiZ pocet iteraci dostacujici,
program piejde na krok 13.

13. Kontrola generace. V poslednim kroku programu dochdazi ke kontrole, zdali byl
proveden dany pocet generaci. Pokud ano, program konci. Jinak je k hodnoté pro-
ménné Fidici generaéni cyklus pfi¢tena jednicka a program pokracuje od kroku 4.

Veskeré pfedchozi kroky mohou byt pro lepsi pifedstavu zndzornény v nédsledujicim
diagramu:
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Obréazek 18: Diagram diferencidlni evoluce vyuZivajici umély imunitni systém
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6 Experimenty

Nyni se budeme zabyvat experimenty nad implementovanym feSenim. Budou prove-
deny experimenty jak pro oba druhy implementovanych selekci, tak i pro pét druhti di-
ferencidlni evoluce. Pro ticely testovani budou vyuzity testovaci problémy [36][23]].

Program optimalizované diferencidlni evoluce byl naimplementovan v Microsoft Vi-
sual Studio 2010 Ultimate v jazyce C# a byl pouZit notebook Acer s procesorem Intel Core
i7-4712MQ a 8GB paméti RAM.

6.1 Testovaci problémy

Jedna se o nékolik funkci, pficemz kazda z nich vyuZzivd jinych metod pro uréeni hodnoty
fitness. V této kapitole budou funkce postupné popsany véetné principu jejich fungovani.
Nésledné budou pouzity pro testovdni implementované diferencialni evoluce vyuZivajici

umély imunitni systém.

6.1.1 Goldberg’s order-3

Vysledkem Goldberg’s order-3 problému je hodnota fitness f daného vektoru. Vektor je
rozdélen na 3bitové ¢ésti a ty jsou ndsledné ohodnoceny. Zapis | x| znaci pocet jednicek
(v trojici bith):

0,9 if|z]=0
0,6 ifjz|=1

xTr) =
Ao =903 if |z] = 2
1,0 if|z|=3

Ptiklad: Méjme vektor x = 010111010, vypocet hodnoty f je: £(010) + £f(111) + £(010) =
06+10+06=22

Maximalni hodnota fitness jednoho jedince je pro tento problém D/3 (D — znaé&i veli-
kost jedince, tedy pocet bitt1), tu jsme schopni ziskat, pokud je vektor jedince x =111...111.
Naopak pro vypocet minimdlni hodnoty mtizeme pouzit vypocet D/3 — f. Aplikovanim
vzorce je minimdlni hodnota 0. [36]

6.1.2 Bipolar’s order-6

Podobné jako Goldberg’s order-3 se i zde pocitd hodnota fitness f po ¢astech s tim rozdi-
lem, Ze je vektor rozdélen na 6 bitové tseky:
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1,0 if |z| = 0or6
0,0 if |z| =1lorb
0,4 if |x| =20r4
0,8 iflz]=3
Pfiklad: Necht' existuje vektor y = 010111010001. Vypocet je nasledujici: f(010111) +
£(010001) = 0,4 + 0,4 = 0,8. Hodnota fitness f se tedy rovna 0,8.
Pro Bipoldrni problém je maximdlni hodnota znac¢ena D/ 6, tedy pokud vektor jedince

fi(z) =

obsahuje vzdy 6x0 nebo 6x1. Minimadlni se naléza na hodnoté 0. [36]

6.1.3 Mihlenbein’s order-5

Miihlenbeintiv problém se 1isi od pfedchozich dvou problémt tim, Ze nepracuje s po-
¢tem 1 v jednotlivych ¢astech vektoru, ale tiseky vektoru musi odpovidat pfedem danym
sekvencim bitti. Pokud neodpovida zddné sekvenci, je dil¢i fitness hodnota rovna 0.

4,0 if 2 = 00000
3,0 if 2 = 00001
2,0 ifz = 00011
1,0 ifz = 00111
3,5 ifz=11111

0,0 otherwise

Ptiklad: Existuje vektor y = 0011011111. Rozdéleni a vypocet je ndsledujici: £(00110) +
£(11111) = 0 + 3,5 = 3,5. Hodnota f je 3,5.

Pro Miihlenbeintiv problém jsme schopni ur¢it maximalni hodnotu podle vzorce 3,5D/5,
této hodnoty dosdhneme, pokud vektory budou obsahovat jen 0. Minimélni hodnota je
zde opét 0. [36]

6.1.4 Clerc’s Zebra3

Predchozi tfi problémy jsou pro testovani implementace jednoduché, proto vznikla mo-
difikace Goldbergova problému — Clerctiv problém. Ten je o poznani komplikovanéjsi
nez jiz vyse rozebrané problémy.

Vysledkem je hodnota fitness f daného vektoru, ktery je, stejné jako u Goldbergova
problému, rozdélen na 3bitové ¢asti. Pokud je bitova trojice suda v poradi (napiiklad
nultd, druhd trojice, ...), pouZzivé se pro vypocet nasledujici funkce:
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0,9 if|z|=0
0,6 if|z|=1

xTr) =
fil=) 0,3 if|z] =2
1,0 if|z|=3

Pokud je bitova trojice v pofadi lich4, je dil¢i fitness ddna pfedpisem:

1,0 if|z[=0
0,3 if|z]=1

xr) =
M@ =9 06 if |z] = 2
0,9 iflz|=3

Vektor ohodnoceny maximalni hodnotou fitness bude vypadat takto: y = 111000111000. ..

maximdalni hodnota vysledku je D/3. Pro hleddni minimdalni hodnoty fitness (0), mtizeme
pouzit vzorec D/3 - f£.

6.1.5 Multimodalni problém

U tohoto typu problému se kromé pocate¢ni populace jedincti vytvaii jesté tzv. "Lands-
cape", jde o soubor jedinct, ktefi predstavuji optima na prohleddvaném prostoru. Kazdy
jedinec z populace je poté srovnavan s jednotlivymi prvky Landscape a jeho fitness hod-
nota je zavisld na jejich podobnosti. Jedinci pak pfislusi nejniZsi fitness ze srovnani se

Yoy s

vSemi prvky Landscape. Detailnéjsi popis i samotny algoritmus lze nalézt v [36]].

6.2 Provedeni experimentu

V nésledujici tabulkédch 2| a 3| jsou vypsdny parametry pouZité v experimentech. Kazdy
problém je testovan pro tfi bitové délky jedinci: 30, 60 a 90 (100 pro multimodalni pro-
blém). Byla testovdna fada hodnot CR a Vmax, protoZe implementované feSeni je velmi
citlivé na vstupni parametry. Pouze ty nejvyhodnéjsi hodnoty byly zvoleny pro nésle-
dovné testovani. Vzhledem k poc¢tu variant a délce trvani jednotlivych experimentt bylo
zvoleno 30 opakovéni, coZ by vSak nemélo mit zdsadni dopad na vysledky.
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Pocet bita 30 60 90
Testovaci problém | CR | vMax | CR | vMax | CR | vMax

Goldberg'’s order-3 0,7 30 0,7 60 0,7 90
Bipolar’s order-6 0,7 2 0,7 4 0,7 6
Mihlenbein’s order-5 | 0,7 2 0,7 2 0,7 2
Clerc’s zebra3 04 15 04 20 04 20

Tabulka 2: Parametry pouZzité pfi experimentech

Pocet bitt 30 60 100
Testovaci problém CR ‘ vMax ‘ Peaks | CR ‘ vMax ‘ Peaks | CR ‘ vMax ‘ Peaks

Multimodalni problém | 07 | 15 | 10 [07] 30 | 20 |o7| 55 | 30 |

Tabulka 3: Parametry pouZité pro multimodélni problém

6.3 Vysledky experimentu

V tabulkach @4 - [13| mizeme nalézt vysledky experiment(i pro 5 problémii, které byly
provedeny nad implementovanym feSenim. Kazdé z nésledujicich tabulek obsahuje tfi
hodnoty:

1. Minimdlni fitness — Hodnota pfedstavujici vysledny soucet fitness hodnoty celé
populace.

2. Prtimér generaci k nalezeni minima - Jednd se o priimér generaci, pfi kterych bylo
splnéno nalezeni minimélni hodnoty fitness, tedy 0.

3. Tteti sloupec naznacuje, zda-li je negativni selekce (znaménko ,-“) rychlejsi, nebo
pozitivni selekce (znaménko ,+*) anebo jsou si obé selekce rovny (znaménko ,,=").
K tomuto vyhodnoceni byl pouZit Wilcoxontiv test.

Pro dalsi testovéni byla vygenerovédna sada 30 jedincti, ktefi byli pouZiti pro vSechny
testovaci problémy, algoritmy selekce i druhy diferencidlni evoluce. Grafy znazormuji
rychlost vyvoje celé populace jedincti v priibéhu generaci (obrazky [20]-[24).
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Pocet bita 30 60 90
Min. | Pramér. Min. | Primér. Min. Primér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 9,23 = 0 12,93 = 0 15,40 =
DE/best/1/bin 0 241,80 | + 0 33953 | + 0 402,60 | =
DE/rand/2/bin 0 7,76 = 0 10,60 = 0 11,80 =
DE/current-to-best/1/bin 0 5,86 = 0 7,86 = 0 8,50 =
DE/current-to-rand/1/bin 0 6,20 = 0 7,63 = 0 9,00 =
Tabulka 4: Goldbergtiv problém pro negativni selekci
Pocet bita 30 60 90
Min. | Pramér. Min. | Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 9,56 = 0 13,20 = 0 14,93 =
DE/best/1/bin 0 241,70 | + 0 316,50 | + 0 401,30 | =
DE/rand/2/bin 0 7,70 = 0 10,26 = 0 11,20 =
DE/current-to-best/1/bin 0 5,36 = 0 7,70 = 0 8,36 =
DE/current-to-rand/1/bin 0 5,83 = 0 7,76 = 0 8,86 =
Tabulka 5: Goldbergtiv problém pro pozitivni selekci
Pocet bita 30 60 90
Min. | Pramér. Min. | Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 8,43 = 0 32,63 = 0 117,10 | =
DE/best/1/bin 0 6,33 = 0 26,66 = 0 113,86 | -
DE/rand/2/bin 0 513 = 0 33,60 = 0 12943 | =
DE/ current-to-best/1/bin 0 493 = 0 22,93 - 0 278,30 | +
DE/current-to-rand /1/bin 0 8,10 = 0 56,70 = 0 376,03 | -
Tabulka 6: Bipolartiv problém pro negativni selekci
Pocet bitt 30 60 90
Min. | Pramér. Min. | Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 6,96 = 0 33,03 = 0 112,00 | =
DE/best/1/bin 0 7,30 = 0 16,73 = 0 166,50 | -
DE/rand/2/bin 0 4,60 = 0 33,20 = 0 153,20 | =
DE/ current-to-best/1/bin 0 8,30 = 0 36,43 - 0 255,03 | +
DE/current-to-rand /1/bin 0 5,10 = 0 48,03 = 0 359,50 | -

Tabulka 7: Bipolar problém pro pozitivni selekci
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Pocet bita 30 60 90
Min. | Pramér. Min. | Primér. Min. Primér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 3,76 0 7,46 = 0 15,43 -
DE/best/1/bin 0 3,13 0 5,96 = 0 5,56 =
DE/rand/2/bin 0 40,00 0 8,40 = 0 17,06 -
DE/current-to-best/1/bin 0 12,06 0 26,13 + 0 341,5 +
DE/current-to-rand /1/bin 0 6,40 0 13,86 = 0 296,26 | -
Tabulka 8: Miihlebeintiv problém pro negativni selekci
Pocet bita 30 60 90
Min. | Pramér. Min. | Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 3,60 0 8,33 = 0 21,46 -
DE/best/1/bin 0 2,86 0 5,46 = 0 5,80 =
DE/rand/2/bin 0 3,50 0 7,60 = 0 31,80 -
DE/ current-to-best/1/bin 0 11,36 0 17,86 + 0 306,20 | +
DE/current-to-rand /1/bin 0 10,46 0 18,23 = 0 274,06 | -
Tabulka 9: Miihlebeintiv problém pro pozitivni selekci
Pocet bita 30 60 90
Min. | Pramér. Min. | Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 1040,16 1 3000+ | = 1,21 5000+ | =
DE/best/1/bin 0 1416,76 09 3000+ | = 1,4 5000+ | =
DE/rand/2/bin 0 1248,03 1 3000+ | = 1,32 5000+ | =
DE/current-to-best/1/bin 0,4 1500+ 0,7 3000+ = 1,06 5000+ =
DE/current-to-rand/1/bin 0,3 1500+ 0,9 3000+ = 1,18 5000+ | =
Tabulka 10: Clerctiv problém pro negativni selekci
Pocet bitt 30 60 90
Min. | Pramér. Min. | Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 1108,07 1 3000+ | = 1,21 5000+ | =
DE/best/1/bin 0 1464,73 09 3000+ | = 14 5000+ | =
DE/rand/2/bin 0 1328,10 1 3000+ | = 1,32 5000+ | =
DE/current-to-best/1/bin 0,3 1500+ 0,7 3000+ = 1,06 5000+ =
DE/current-to-rand/1/bin 0,3 1500+ 0,9 3000+ = 1,18 5000+ =

Tabulka 11: Clerciiv problém pro pozitivni selekci
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Pocet bitt 30 60 90
Min. Pramér. Min. Pramér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 66,26 0 291,56 - 0,11 1200+ =
DE/best/1/bin 0 252,80 0,11 600+ =| 0,16 1200+ | =
DE/rand/2/bin 0 110,00 0 33556 | =| 015 1200+ | =
DE/current-to-best/1/bin 0,07 300,62 0,15 600+ = 0,15 1200+ =
DE/current-to-rand/1/bin 0,13 298,63 0,18 600+ = 0,16 1200+ =
Tabulka 12: Multimodalni problém pro negativni selekci
Pocet bit 30 60 90
Min. Primér. Min. Primér. Min. Pramér.
Druh Dif. Evoluce/Hodnoty | Fitness | generaci Fitness | generaci Fitness | generaci
DE/rand/1/exp 0 70,56 0 32423 | - 0,09 1200+ | =
DE/best/1/bin 0 281,53 0,13 600+ =| 0,18 1200+ | =
DE/rand/2/bin 0 102,83 0 33300 |=| 012 1200+ | =
DE/current-to-best/1/bin 0 288,36 0,17 600+ = 0,19 1200+ =
DE/current-to-rand/1/bin 0,03 295,83 0,18 600+ = 0,2 1200+ | =

Tabulka 13: Multimodalni problém pro pozitivni selekci
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6.4 Zavér experimentu

Pfi bliz8im pohledu na tabulku vysledkii experimenti miiZzeme ¥ici, Ze v piesné 62 pfipa-
dech (82,66 %) porovnavani negativni a pozitivni selekce jsou vysledky podle Wilcoxo-
nova Signed-Rank testu statisticky shodné. V 8 p¥ipadech (10,67 %) je negativni selekce
efektivnéjsi neZ pozitivni selekce. Z tabulek miizeme také zjistit, Ze v pravé 5 pfipadech
(6,67 %) je pozitivni selekce G¢innéjsi nez negativni selekce.

Dale je z tabulek patrné, Ze pro Goldbergtiv problém je nejvyhodnéjsi pouZit variantu
diferencidlni evoluce DE/current/to/best/1/bin, jak pro pozitivni, tak i pro negativni
selekci. Pro Bipoldrni problém nelze jednozna¢né ur¢it, ktery z druhti diferencidlni evo-
luce je vyhodnéjsi pouzit. Z vysledkii Miihlebeinova problému je, stejné jako u Goldber-
gova problému, efektivnéjsi DE/best/1/bin pro oba druhy selekce. Clerciv problém je
pro implementovany algoritmus komplikovany natolik, Ze dokédzal vyhledat optimalni
feSeni pouze pro 30 bitové jedince, kde se osvédcil DE/rand/1/exp. I pfesto vsak bylo
pro vyhledani optima potieba mnoho generaci (tabulka[10]a[11). Stejny druh diferencidlni
evoluce je vyhodné pouZit pfi feSeni posledniho, Multimodéalniho, problému. Pokud za-
hrneme do vysledkti vSeobecny pohled pro druhy diferencidlni evoluce p¥i feSeni vSech
problémi, nejlepsim feSenim je DE/rand/1/exp. Na zakladé téchto poznatki mtZeme
fici, Ze zvoleny druh diferencidlni evoluce a nastaveni poc¢ate¢nich parametrt hraje vy-
znamnou roli za béhu implementovaného algoritmu a méa zdsadni vliv na vysledek.

Algoritmus se ukédzal byt velmi neefektivnim pfi vyhleddvani optima Clercova pro-
blému a v pfipadé Multimodélniho problému pro 90 bitové jedince.
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7 Zaver

V rdmci této diplomové préce jsme se sezndmili s principy a vlastnostmi biologického i
umélého imunitniho systému. Byly objasnény nékteré selekéni algoritmy a princip na-
vazéani detektoru na antigen, tyto poznatky byly nasledné vyuZity pfi implementaci al-
goritmu diferencidlni evoluce vyuZivajici umély imunitni systém. Také jsme si vysvétlili
principy fungovani evolu¢nich algoritmti, zejména diferencidlni evoluce, jeZ je stéZejni
soucasti této prace.

Druha polovina diplomové préce byla zasvécena implementaci. Cilem bylo naim-
plementovat program diferencidlni evoluce, ktery vyuZziva nékterych vlastnosti umélého
imunitniho systému (a tim jej zefektivnit). Abychom si ovéfili spravné fungovani a efek-
tivitu implementovaného feSeni, byla provedena fada experiment(i pomoci testovacich
problémt, které se v dnesni dobé vyuZzivaji pro testovani a porovnavani optimaliza¢nich
programdi.

Po provedeni experimentti jsme si ovéfili, Ze ve vétsi poloviné pfipadti nezaleZi, jaky
druh selekce bude v implementaci pouZit.

Také jsme zjistili, Ze univerzalni volbou (= vhodnou ve vétsiné pfipadii) druhu dife-
rencialni evoluce je DE/rand/1/exp.

Vérim vsak, Ze existuje i dalsi cesta integrace umélého imunitniho systému do dife-
rencidlni evoluce, kterd mtize vést k efektivnéjsimu fungovani diferencidlni evoluce.
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