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Abstrakt

Tato práce pojednává o evolučnı́m algoritmu diferenciálnı́ evoluce. Je zde vysvětlen zá-
kladnı́ koncept evolučnı́ch algoritmů, po němž následuje podrobný popis a vysvětlenı́
principu činnosti diferenciálnı́ evoluce. Dále je v této práci uvedeno několik modifikacı́
tohoto algoritmu, přičemž důraz je kladen na popsánı́ způsobů, jakými lze vytvořit distri-
buovaný algoritmus diferenciálnı́ evoluce. Poté následuje stručné představenı́ neurono-
vých sı́tı́, které byly použity během prováděnı́ experimentů. Součástı́ práce je také popis
implementace, popis provedených experimentů a dále prezentace dosažených výsledků.

Klı́čová slova: diferenciálnı́ evoluce, distribuovaná diferenciálnı́ evoluce, paralelnı́ di-
ferenciálnı́ evoluce, evolučnı́ algoritmy, neuronové sı́tě

Abstract

Thesis deals with evolutionary algorithm called differential evolution. A basic concept of
evolutionary algorithms is explained here, after that there is followed detailed description
and explanation of the differential evolution principles.Then there are mentioned several
modifications of the algorithm, with the stress in description of the way how to create
differential evolution distributed algorithm. Afterwards it is introduced the neural net-
works, that were used during performing experiments. Thesis also contains description
of implementation, performed experiments and demonstration of achieved results.

Keywords: differential evolution, distributed differential evolution, parallel differential
evolution, evolutionary algorithms, neural networks
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18 Přı́kazy pro ovládánı́ výpočetnı́ aplikace . . . . . . . . . . . . . . . . . . . . 60



4

Seznam obrázků

1 Obecný průběh evolučnı́ho algoritmu [19] . . . . . . . . . . . . . . . . . . . 10
2 Porovnánı́ technik dither a jitter . . . . . . . . . . . . . . . . . . . . . . . . . 21
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1 Úvod

Pokud bychom dostali za úkol najı́t odpovědi na otázky týkajı́cı́ se vzniku života na Zemi,
zjistili bychom, že je to úkol vı́ce než obtı́žný, ne-li nadlidský. Celá řada vědců, filosofů
ale i obyčejných laiků pátrala po staletı́ po původu života a přinesla spoustu teoriı́, at’už
těch méně pravděpodobných (průnik života na Zemi z vesmı́ru; božský zásah; neměnný
stav organismů od doby jejich stvořenı́) či vı́ce pravděpodobnějšı́ch, jako napřı́klad vývoj
života přı́mo na Zemi z neživých organismů. Stále jde ale jen o hypotézy a domněnky. [5]
[7]

Daleko snadnějšı́ by pro nás bylo najı́t odpovědi na otázky týkajı́cı́ se vývoje lidského
rodu. Kdo je člověk a od jakého momentu rozlišujeme lidský druh od ostatnı́ch živých
organismů? Pomineme-li opět nepravděpodobné teorie založené na náboženských před-
stavách, existuje již velká řada vědecky podložených faktů, dı́ky kterým můžeme s určitou
mı́rou „přesnosti“ určit moment, kdy se po Zemi pohyboval prvnı́ živočišný druh rodu
Homo – Homo habilis (člověk zručný). Stejně tak můžeme s určitostı́ tvrdit, že od doby,
kdy se po planetě Zemi pohyboval člověk zručný, uplynulo již vı́ce než milion let, po
který se druh druh Homo postupně vyvı́jel až do současné podoby Homo sapiens sapiens
(člověk moudrý). [14] Tento dlouhý proces vývoje lze označit jednı́m slovem – evoluce.

Pojem evoluce určitě nenı́ neznámý a nenı́ třeba ho detailněji vysvětlovat. Stejně tak
nenı́ třeba zdůrazňovat důležitost průkopnı́ků evolučnı́ teorie, mezi které bezpochyby
patřı́ Charles Darwin, britský přı́rodovědec, který je považován za zakladatele teorie
evoluce. Základnı́m stavebnı́m kamenem jeho teorie je předávánı́ rodičovského genomu
novým potomkům s následným uvolněnı́m prostoru pro tyto nové potomky, čı́mž vznikne
nová generace, která je vyspělejšı́ než ta předchozı́. Tuto velmi jednoduchou teorii lze
uplatnit i v jiné oblasti, což bude vysvětleno dále v této kapitole.

Žijeme ve 21. stoletı́, jsme obklopeni velmi modernı́mi technologiemi a doba, kdy
jsme použı́vali primitivnı́ nástroje a žili v jeskyni, je dávnou historiı́. Za celou dobu našı́
existence jsme udělali nesmı́rně velké pokroky v různých oblastech - jmenujme napřı́klad
medicı́nu, astronomii, biologii, matematiku, chemii či fyziku. Jsme rovněž schopni řešit
celou řadu různých problémů, od jednoduchých až po velmi složité. Lze tedy jistě tvrdit,
že hranice našich možnostı́ se velmi rozšı́řily. Navzdory tomu však stále existuje velká
řada témat a objektů k prozkoumánı́ a neustále se potýkáme s nepřeberným množstvı́m
problémů, které nejsme schopni řešit ani s pomocı́ nejrychlejšı́ch počı́tačů. Dnešnı́ počı́tače
sice pracujı́ velmi rychle, ne však nekonečně rychle. Stále tak před námi stojı́ úlohy, jež
nedokážeme řešit žádným deterministickým algoritmem, který by byl uspokojivě rychlý.1

Jako přı́klad takové úlohy uved’me problém obchodnı́ho cestujı́cı́ho, rovněž známý
pod názvem TSP (Travelling Salesman Problem). Zadánı́ této úlohy je velmi prosté. Exis-
tuje n měst, mezi nimiž vedou cesty o známých délkách a úkolem obchodnı́ho cestujı́cı́ho
je najı́t nejkratšı́ možnou cestu, při nı́ž navštı́vı́ všechna města.

1Pod termı́nem deterministický algoritmus, který vracı́ výsledek v uspokojivém čase, chápejme algorit-
mus s polynomiálnı́ časovou složitostı́. Problémy, které umı́me takovým algoritmem řešit, patřı́ do skupiny
zvané PTIME.
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Zcela nepochybně existuje deterministický algoritmus řešı́cı́ tento problém. Stačı́ vzı́t
v potaz všechny možné existujı́cı́ cesty, zjistit, jak jsou dlouhé a poté vybrat tu nejlepšı́,
resp. nejkratšı́. Budeme-li předpokládat, že mezi všemi městy existuje přı́má cesta, pak
v přı́padě pěti měst existuje celkem 5! možnostı́, v jakém pořadı́ je lze navštı́vit. Stačı́ tedy
ze 120 kombinacı́ vybrat tu nejlepšı́. Co se ale stane v přı́padě, že měst bude napřı́klad 50?
Celkový počet možnostı́ je pak 50!, což je přibližně 3, 0414 · 1064 možných řešenı́. Projı́t
postupně všechna tato řešenı́ a vybrat z nich to nejlepšı́ je již úkol, který by i na velmi
rychlém počı́tači trval velmi dlouhou dobu. Nenı́ těžké si nynı́ uvědomit, že časová složi-
tost námi navrženého algoritmu je n!, kde n je počet měst, která musı́ obchodnı́ cestujı́cı́
navštı́vit. Zatı́m se nikomu nepodařilo najı́t deterministický algoritmus s polynomiálnı́
časovou složitostı́, který by úlohu TSP dokázal řešit. Jinými slovy to znamená, že TSP
nepatřı́ do třı́dy problémů zvané PTIME.

Fakt, že TSP nenı́ ve třı́dě PTIME, ještě ale neznamená, že nejsme schopni takovou
úlohu vyřešit. TSP je optimalizačnı́ problém a pro takové problémy existuje mnoho kate-
goriı́ a typů algoritmů, jež můžeme použı́t. Jedna z těchto kategoriı́ obsahuje algoritmy,
jejichž základnı́ princip se opı́rá o již zmı́něnou Darwinovu evolučnı́ teorii. Jedná se o
kategorii evolučnı́ch algoritmů.

Hlavnı́ myšlenka evolučnı́ch algoritmů spočı́vá v napodobenı́ biologického evoluč-
nı́ho procesu. Tyto algoritmy pracujı́ s populacı́, která je tvořena množinou jedinců, jejichž
kombinacı́, resp. jejich křı́ženı́m a mutacı́, poté vznikajı́ novı́ jedinci, kteřı́ vytvářejı́ novou,
vyspělejšı́ populaci. Celý tento proces se periodicky opakuje, stejně jako je tomu u evo-
lučnı́ho biologického procesu. Z tohoto velmi stručného nastı́něnı́ základnı́ho principu
činnosti evolučnı́ch algoritmů je snad již dostatečně vidět silná podobnost s Darwinovou
evolučnı́ teoriı́. Jednı́m z algoritmů, který patřı́ do této kategorie, je diferenciálnı́ evoluce,
která je zároveň náplnı́ této práce.

Následujı́cı́ text je možno pomyslně rozdělit na dvě části, a to na část teoretickou a
praktickou. V teoretické části je nejprve obecně nastı́něn koncept evolučnı́ch algoritmů
společně s uvedenı́m kategorie problémů, pro něž jsou tyto algoritmy vhodné. Dále je te-
oretická část tvořena podrobným popisem algoritmu diferenciálnı́ evoluce včetně stručné
historie, rovněž je popsáno přesné fungovánı́ algoritmu, za kterým následuje popis jeho
možných vylepšenı́, přičemž důraz je kladen na způsoby, jakými lze vytvořit distribuo-
vaný algoritmus diferenciálnı́ evoluce. Poslednı́ kapitolu teoretické části tvořı́ zevrubný
popis neuronových sı́tı́. Poté již následuje praktická část, v nı́ž je popsán způsob imple-
mentace vytvořených projektů. Dále je část tvořena kapitolou s přehledem použitých
testovacı́ch funkcı́, za kterou následuje kapitola, v nı́ž jsou popsány provedené experi-
menty společně s prezentacı́ dosažených výsledků.
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2 Evolučnı́ algoritmy

Předtı́m, než bude čtenář seznámen s algoritmem diferenciálnı́ evoluce, je potřeba nastı́nit
oblast použitı́ evolučnı́ch algoritmů, základnı́ koncept jejich činnosti, a dále je nutné uvést
a vysvětlit základnı́ pojmy, které se v rámci evolučnı́ch algoritmů použı́vajı́.

2.1 Oblast použitı́

Evolučnı́ algoritmy jsou obecně vhodné k řešenı́ optimalizačnı́ch problémů, které majı́
svůj původ v dávné historii a kterých v současné době existuje celé spektrum pokrýva-
jı́cı́ různé oblasti lidské činnosti. Jmenujme napřı́klad úlohy z ekonomie, kam se obecně
řadı́ problémy optimalizace výrobnı́ch programů, přičemž cı́lem může být napřı́klad
maximalizovat zisk během výroby, nebo naopak minimalizovat čas potřebný k výrobě
požadovaného množstvı́ produktů. Dále jmenujme problémy z oblasti dopravy. Zde si
představme situaci, kdy se hledá plán rozvozu zbožı́ tak, aby byly minimalizovány ná-
klady nebo aby byl minimalizován čas, který bude potřeba pro splněnı́ plánu rozvozu.
Obecně lze tvrdit, že optimalizačnı́ch problémů stále přibývá a jsou stále obtı́žnějšı́. Jejich
společným prvkem je fakt, že řešenı́ pomocı́ deterministických algoritmů by ve většině
přı́padů spotřebovalo extrémně velké množstvı́ času. Proto se k jejich řešenı́ nabı́zı́ použı́t
evolučnı́ algoritmy, které dokážı́ v poměrně krátkém čase najı́t optimálnı́ řešenı́. Optimál-
nı́m řešenı́m se rozumı́ řešenı́ takové, které nejvı́ce vyhovuje stanoveným požadavkům
(maximálnı́ výrobnı́ zisk, minimálnı́ ztráty, apod.). Pokud bychom na tyto problémy na-
hlı́želi jako na geometrické problémy, lze optimálnı́m řešenı́m rozumět globálnı́ minimum
nebo maximum na N rozměrné ploše.

V současné době je známo relativně velké množstvı́ evolučnı́ch algoritmů, přičemž
platı́, že žádný z nich nenı́ vhodný pro řešenı́ všech druhů problémů, tedy každý evolučnı́
algoritmus vykazuje dobré výsledky pouze na omezené množině problémů. Jako přı́klad
uved’me algoritmus ACO (Ant Colony Optimization) 2, který podává velmi dobré výsledky
při použitı́ na kombinatorických optimalizačnı́ch problémech, jakým je napřı́klad již zmı́-
něný problém obchodnı́ho cestujı́cı́ho. Oproti tomu existuje celá řada problémů, u kterých
by použitı́ ACO přineslo horšı́ výsledky, a proto je vhodnějšı́ aplikovat algoritmus jiný.
Při použitı́ evolučnı́ch algoritmů je tak tedy skutečně důležité vědět, jaký typ algoritmu
na řešenı́ daného problému aplikovat. [19]

2.2 Základnı́ princip činnosti

I navzdory faktu, že evolučnı́ch algoritmů existuje celá řada a způsoby jejich činnosti
nejsou stejné, existuje společná myšlenka, z nı́ž tyto algoritmy vycházı́. Tato myšlenka již
byla velmi stručně nastı́něna v úvodu, nicméně pro úplnost ji zopakujeme a rozvedeme
do většı́ch detailů.

Typicky jsou evolučnı́ algoritmy založeny na práci s populacı́, která se při běhu algo-
ritmu vyvı́jı́. Populace se skládá z množiny jedinců, přičemž každý jedinec reprezentuje

2ACO nenı́ typickým zástupcem evolučnı́ch algoritmů, nicméně patřı́ k evolučnı́m výpočetnı́m techni-
kám. [19]
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jedno řešenı́ daného problému. Jedinec se skládá z parametrů a dále z tzv. vhodnosti,
též označované jako fitness hodnota. Parametry jedince jsou v podstatě argumenty tzv.
účelové3 (nebo také optimalizačnı́) funkce, což je funkce, jejı́ž hodnota představuje pro
zvolené argumenty onu zmı́něnou fitness hodnotu.

Pro lepšı́ vysvětlenı́ opět uvedeme přı́klad problému obchodnı́ho cestujı́cı́ho. Počet
parametrů jedince bude roven počtu měst a argumenty účelové funkce budou v tomto
přı́padě indexy měst, které reprezentujı́ pořadı́, v jakém má cestujı́cı́ města navštı́vit.
Účelová funkce je pak funkce, která pro zadané pořadı́ měst vydá na svém výstupu
celkovou délku trasy. Délka trasy představuje fitness hodnotu jedince a cı́lem je tedy najı́t
kombinaci argumentů takovou, aby délka trasy byla co nejmenšı́.

Jak jsme již zmı́nili, populace se při běhu algoritmu vyvı́jı́. To znamená, že z popu-
lace jsou postupně odstraňovánı́ nevyhovujı́cı́ jedinci, kteřı́ jsou nahrazovánı́ novými a
lepšı́mi. To se děje tak, že se z populace vybı́rajı́ jedinci, kteřı́ představujı́ rodiče, a jejichž
křı́ženı́m vznikajı́ potomci, kteřı́ jsou následně zmutováni (obdoba biologické mutace
genů). Tı́m vznikajı́ novı́ jedinci. Do nové populace se pak dostanou pouze nejlepšı́ je-
dinci, nevyhovujı́cı́ jsou z populace vyloučeni (umı́rajı́). To, jak přesně probı́há výběr
rodičů, křı́ženı́ a mutace, je již odvislé od konkrétnı́ho typu evolučnı́ho algoritmu. Celý
proces vytvářenı́ nových jedinců se periodicky opakuje do doby, než je splněno ukončo-
vacı́ kritérium. Různým ukončovacı́m kriteriı́m se budeme věnovat v kapitole 3.3. Pro
úplnost ještě odkazujeme čtenáře na obrázek 1, který obecně zachycuje běh evolučnı́ho
algoritmu. [19]

2.3 Vzorový jedinec

Ve většině přı́padů je u evolučnı́ch algoritmů prvotnı́ populace tvořena náhodně, tedy
s použitı́m generátoru pseudonáhodných čı́sel. Obvykle je potřeba hledat řešenı́ pouze
na nějaké omezené N rozměrné ploše, což jinými slovy znamená, že parametry jedinců
musı́ být generovány v předem zadaném intervalu. Tı́m se dostáváme k pojmu vzorový
jedinec, který se mnohdy v literatuře označuje též jako specimen.

Specimen definuje, v jakém rozsahu se majı́ nacházet jednotlivé parametry jedinců.
Obecně platı́, že parametry jedince mohou být trojı́ho typu:

1. reálné - hodnota parametru je reálné čı́slo

2. celočı́selné - hodnota parametru je celé čı́slo

3. diskrétnı́ - hodnota parametru je vybrána z předem určené množiny hodnot

3V angličtině se můžeme setkat s názvy objective function, cost function, fitness function nebo také error
function. [12]
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Mutace
potomk̊u

Ohodnoceńı
potomk̊u
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Vytvořeńı
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Obrázek 1: Obecný průběh evolučnı́ho algoritmu [19]

Obrázek neobsahuje ukončenı́ algoritmu po splněnı́ ukončovacı́ho kritéria a výběr nejlepšı́ho
jedince z poslednı́ populace.

Můžeme tedy klidně pracovat s populacı́ jedinců, jejichž parametry jsou různé. Některý
z parametrů jedince tak může být napřı́klad celé čı́slo ze zadaného intervalu, jiný pa-
rametr může mı́t hodnotu vybranou z nějaké předem definované množiny - napřı́klad
{true, false, 20, 30,Monday}. Abychom tedy mohli jednoznačně určit, z jakých parame-
trů budou jedinci složeni, stačı́ nadefinovat vzorového jedince. Jeho obecný zápis vypadá
takto:

Specimen = {{Real, {Lo,Hi}}, {Integer, {Lo,Hi}}, ..., {Real{Lo,Hi}}}

KonstantyLo aHiurčujı́ dolnı́, resp. hornı́ hranici daného parametru. Jakým způsobem se
pracuje s celočı́selnými a diskrétnı́mi parametry bude popsáno v jedné z částı́ následujı́cı́
kapitoly.
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3 Diferenciálnı́ evoluce

V předchozı́ kapitole jsme obecně nastı́nili základnı́ myšlenku evolučnı́ch algoritmů. Dále
jsme zmı́nili, že jednotlivé operace v rámci evolučnı́ho cyklu, jakými jsou křı́ženı́, mutace
a způsob výběrů rodičů, jsou již závislé na konkrétnı́m typu algoritmu. V kapitole 3 bude
vysvětleno, jak jsou tyto operace realizovány u algoritmu diferenciálnı́ evoluce. Nejprve
ale bude představena stručná historie algoritmu. V závěru kapitoly se pak čtenář seznámı́
s různými variantami diferenciálnı́ evoluce a s dalšı́mi možnými modifikacemi, které lze
provádět za účelem zlepšenı́ výkonu algoritmu.

3.1 Historie

Diferenciálnı́ evoluce (DE) je algoritmus, jehož základnı́ myšlenka je podobná genetic-
kým algoritmům. Autory DE jsou Kenneth Price a Rainer Storn. Vzniku DE předcházelo
vytvořenı́ algoritmu zvaného genetické žı́hánı́, který roku 1994 publikoval Kenneth Price
v magazı́nu Dr. Dobb’s Journal, což je populárnı́ magazı́n pro programátory. Po uveřejněnı́
genetického žı́hánı́ se Rainer Storm rozhodl spojit s Pricem za účelem použitı́ genetického
žı́hánı́ na složitějšı́ problém, v angličtině označovaný jako Chebyshev polynomial fitting pro-
blem. Ukázalo se, že je velmi obtı́žné pro tento problém určit řı́dı́cı́ parametry algoritmu,
a proto Price začal algoritmus genetického žı́hánı́ modifikovat, což vedlo k vytvořenı́
operátoru diferenciálnı́ mutace, na kterém je DE založena. Na základě dalšı́ vzájemné
spolupráce obou výše zmı́něných autorů byla v roce 1995 poprvé představena a pou-
žita diferenciálnı́ evoluce. Tento úspěch vedl oba autory k použitı́ diferenciálnı́ evoluce
na prvnı́ ICEO (International Contest on Evolutionary Optimization) konferenci, která
se konala v květnu roku 1996 v japonském městě Nagoya. Ukázalo se, že DE dobře
fungovala na testovacı́ch funkcı́ch, nicméně na řešenı́ širokého spektra optimalizačnı́ch
problémů byla nedostačujı́cı́. Tento neúspěch vedl k vytvořenı́ dalšı́ verze diferenciálnı́
evoluce a rovněž k napsánı́ článku Differential Evolution - A Simple Evolution Strategy for
Fast Optimization, který byl publikován v květnu roku 1997 v již zmı́něném magazı́nu Dr.
Dobb’s Journal. Tento článek byl odbornı́ky poměrně dobře přijat a diferenciálnı́ evoluce
tak byla poprvé představena velkému mezinárodnı́mu publiku. [12] [19]

V prosinci 1997 byl v magazı́nu The Journal of Global Optimization publikován dalšı́
článek, po jehož přečtenı́ si mnoho dalšı́ch odbornı́ků a výzkumnı́ků v této oblasti začalo
uvědomovat potenciál diferenciálnı́ evoluce. Článek poskytl rozsáhlé důkazy o robust-
nosti a výkonnosti algoritmu na široké škále testovacı́ch funkcı́.

Téhož roku se v Indianopolis konala i druhá ICEO konference. Z představených
optimalizačnı́ch technik se diferenciálnı́ evoluce ukázala jako nejlepšı́. Na této konferenci
se Kenneth Price setkal s Dr. Davidem Cornem, který jej přizval k napsánı́ části publikace
New Ideas in Optimization. Spolu s nı́m byli osloveni i dalšı́ odbornı́ci - jmenovat můžeme
napřı́klad prof. Jouniho Lampinena nebo prof. Ivana Zelinku. [12] [19]
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V dnešnı́ době je již diferenciálnı́ evoluce dlouhodobě považována za velmi efektivnı́
algoritmus, který lze úspěšně použı́t na širokou škálu optimalizačnı́ch problémů. 4

3.2 Popis činnosti diferenciálnı́ evoluce

3.2.1 Řı́dı́cı́ parametry

Hlavnı́m faktorem, který výrazně ovlivňuje běh a výkonnost diferenciálnı́ evoluce, jsou
tzv. řı́dı́cı́ parametry. Tyto parametry typicky nastavuje uživatel před spuštěnı́m algo-
ritmu. Je nutné podotknout, že jejich špatným nastavenı́m může dojı́t k tomu, že optimálnı́
řešenı́ nebude nikdy nalezeno, nebo jeho nalezenı́ zabere zbytečně velké množstvı́ času.
Doporučeným hodnotám parametrů se budeme v této kapitole také věnovat, nejprve ale
uvedeme, o jaké parametry se jedná a jaký je jejich význam.

Pokud v souvislosti s diferenciálnı́ evolucı́ mluvı́me o řı́dı́cı́ch parametrech, jedná
se předevšı́m o parametry CR, F, dále velikost populace (v literatuře se objevuje pod
zkratkou NP) a počet parametrů jedince. Samozřejmě je nutné definovat i ukončovacı́
kritérium, při jehož splněnı́ se algoritmus zastavı́ a vrátı́ nejlepšı́ nalezený výsledek. Velmi
často použı́vaným ukončovacı́m kritériem je předem stanovený počet evolučnı́ch cyklů
(generacı́). V rámci této práce budeme stanovený počet generacı́ označovat symbolem G.

Přehled parametrů, společně s jejich významem, je uveden v tabulce 1.

Parametr Význam
CR Práh křı́ženı́
F Mutačnı́ konstanta
NP Velikost populace
D Počet parametrů jedince (dimenze problému)
G Počet generačnı́ch cyklů

Tabulka 1: Parametry diferenciálnı́ evoluce

Již samotný význam parametrů CR a F napovı́dá, že práh křı́ženı́ se využı́vá v průběhu
procesu křı́ženı́ a mutačnı́ konstanta je využita během mutace. Oba tyto parametry majı́
svůj povolený rozsah hodnot. V přı́padě CR jde o interval ⟨0, 1⟩, zatı́mco parametr F může
nabývat hodnot z intervalu ⟨0, 2⟩. Jak přesně se tyto parametry použı́vajı́ je vysvětleno
dále v této kapitole.

4Pro úplnost ještě uvádı́me, že tı́m rozhodně nechceme tvrdit, že je diferenciálnı́ evoluce nejlepšı́ algorit-
mus, který spolehlivě řešı́ všechny problémy. Důvodem je předevšı́m fakt, že takový algoritmus neexistuje
a také to, že existujı́ i jiné velmi výkonné algoritmy.
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3.2.2 Vytvořenı́ počátečnı́ populace

Po nadefinovánı́ řı́dı́cı́ch parametrů evoluce lze přistoupit k vytvořenı́ prvnı́ populace, aby
bylo možno začı́t provádět evolučnı́ cykly. Počátečnı́ populace je tvořena náhodně. Všem
jedincům z populace se tedy přiřadı́ náhodné hodnoty jejich parametrů. Matematicky
můžeme vytvořenı́ populace zachytit vztahem uvedeným nı́že.

P (0) = x
(0)
i,j = ri,j(x

(U)
j − x

(L)
j ) + x

(L)
j

Hodnota i zde představuje index jedince v populaci, j označuje pořadı́ parametru a r je
náhodné čı́slo v rozsahu [0, 1]. Hodnoty x

(U)
j a x

(L)
j představujı́ hornı́, resp. dolnı́ hranici

hodnoty daného parametru.

3.2.3 Mutace

Poznámka 3.1 V průběhu mutace se v diferenciálnı́ evoluci využı́vajı́ základnı́ vektorové
operace. Pokud si u libovolného jedince odmyslı́me jeho fitness hodnotu, zůstanou nám
jen jeho parametry, které ve své podstatě tvořı́ vektor. Proto tedy dále v textu, nebude-li
řečeno jinak, budeme pod pojmem vektor rozumět jednoho jedince.

Ve své základnı́ verzi vytvářı́ diferenciálnı́ evoluce nové potomky celkem ze čtyř
rodičů. Nejprve je nutno vytvořit váhový diferenčnı́ vektor, který vznikne jako rozdı́l
dvou náhodných vektorů z populace vynásobený mutačnı́ konstantou F. Tento vektor se
poté přičte ke třetı́mu náhodnému vektoru, čı́mž vznikne tzv. šumový vektor (v angličtině
označován jako noisy vector). Proces vytvořenı́ šumového vektoru nazýváme mutace. Pro
formálnějšı́ vyjádřenı́ opět použijme matematický vztah:

vi,G+1 = xr1,G + F · (xr2,G − xr3,G)

Symboly r1, r2, r3 představujı́ náhodné indexy, pro které platı́ r1, r2, r3 ∈ {1, 2, ..., NP} ∧
r1 ̸= r2 ̸= r3 ̸= i.

Pro úplnost je potřeba dodat, že vlivem mutace může vzniknout jedinec s parametry,
které se nemusı́ nacházet v předem povoleném rozsahu hodnot. U problémů, které nemajı́
kladena omezenı́ na argumenty účelové funkce, se může jednat o vhodnou vlastnost. Je
tak totiž možné najı́t optimálnı́ řešenı́ i za hranicı́ prostoru, do kterého byla náhodně
vygenerována prvotnı́ populace. [10]

U problémů, kde je potřeba prohledávat pouze omezený prostor, je však nutné zajistit,
aby všechny parametry jedinců ležely v námi definovaném intervalu. K zajištěnı́ splněnı́
této podmı́nky existuje několik možnostı́.

Patrně nejtriviálnějšı́m řešenı́m je zastavenı́ jedince na hranici prohledávaného pro-
storu. V takovém přı́padě však velmi lehce může dojı́t k tomu, že se jedinci budou
postupně shlukovat na hranicı́ch, čı́mž se bude snižovat diverzibilita populace, což může
v konečném důsledku vést k faktu, že nalezenı́ globálnı́ho extrému bude trvat velmi
dlouho, nebo v horšı́m přı́padě nebude nalezen vůbec. [19]
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Dalšı́m řešenı́m u parametrů, které překročı́ povolený rozsah hodnot, je opakovánı́
procesu mutace tak dlouho, jak bude potřeba. Tedy do doby, než bude vytvořen parametr
ležı́cı́ v povoleném intervalu. [10]

Poslednı́ možnostı́, kterou uvedeme, je prosté nahrazenı́ nevyhovujı́cı́ch parametrů
náhodnými hodnotami uvnitř povolené hranice, což lze opět zachytit pomocı́ matematic-
kého vztahu, v němž hodnota i představuje index jedince v populaci a j index parametru
daného jedince.

x
(G+1)
i,j =

 ri,j(x
(U)
j − x

(L)
j ) + x

(L)
j pokud x

(G+1)
i,j < x

(L)
j ∨ x

(G+1)
i,j > x

(U)
j

x(G+1)
i,j v opačném přı́padě

Při použitı́ této techniky nedocházı́ ke snižovánı́ diverzibility populace, ale naopak
k jejı́mu zvyšovánı́. Z geometrického hlediska dojde v přı́padě náhodného nahrazenı́
parametru k přesunutı́ jedince na novou pozici, která nevznikla křı́ženı́m jedinců. [19].
Tato technika byla použita i v implementačnı́ části této práce.

3.2.4 Křı́ženı́

Po mutaci následuje v diferenciálnı́ evoluci proces křı́ženı́, ke kterému jsou zapotřebı́
dva vektory. Jedná se o čtvrtého, dosud nepoužitého rodiče (aktivnı́ jedinec) a šumový
vektor vzniklý při mutaci. Výsledkem křı́ženı́ je zkušebnı́ vektor (trial vector), který poté
soutěžı́ o postup do nové populace. [19] Faktorem, který rozhoduje o postupu do dalšı́ho
evolučnı́ho cyklu, je již zmı́něná fitness hodnota.

Proces vytvořenı́ zkušebnı́ho vektoru je závislý na typu použitého křı́ženı́. V klasické
variantě DE (DE/rand/1/bin) se využı́vá binomické křı́ženı́, existuje však i křı́ženı́ zvané
exponenciálnı́. V obou přı́padech je vždy zkušebnı́ vektor vytvořen kombinacı́ parametrů
z šumového a rodičovského vektoru. Jak přesně probı́hajı́ oba zmı́něné procesy křı́ženı́
zachycujı́ pseudokódy 1 a 2, které jsou převzaty z článku [18]. Význam symbolů x, y a z
je následujı́cı́:

• x - aktivnı́ vektor (čtvrtý rodič)

• y - šumový vektor

• z - zkušebnı́ vektor

3.2.5 Evolučnı́ cykly

Nynı́, když bylo popsáno, jakým způsobem probı́há proces mutace a křı́ženı́, je již snadné
popsat celý průběh jednoho evolučnı́ho cyklu, který se opakuje tak dlouho, dokud nenı́
splněna podmı́nka pro ukončenı́ algoritmu.

Evolučnı́ cyklus tedy probı́há tak, že postupně procházı́me celou populaci a k aktu-
álnı́mu jedinci vždy náhodně vybereme dalšı́ tři, čı́mž zı́skáme čtyři rodiče pro nového
potomka (jedince). Poté proběhne proces mutace a křı́ženı́, čı́mž vznikne zkušebnı́ jedinec,
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Pseudokód 1 Binomické křı́ženı́
1: crossoverBin (x,y)
2: k ← irand({1, ..., n})
3: for j = 1, n do
4: if rand(0,1) < CR or j = k then
5: zj ← yj

6: else
7: zj ← xj

8: end if
9: end for

10: return z

Pseudokód 2 Exponenciálnı́ křı́ženı́
1: crossoverExp (x,y)
2: z ← x; k ← irand({1, ..., n}); j ← k;L← 0
3: repeat
4: zj ← yj ; j ← ⟨j + 1⟩n;L← L+ 1
5: until rand(0, 1) > CR or L = n
6: return z

který na základě své vhodnosti postoupı́ či nepostoupı́ do nové populace. Po dokončenı́
iterace je vytvořena nová populace, která nahradı́ populaci starou. Tı́m je dokončen
jeden evolučnı́ cyklus a celý tento jednoduchý proces se může začı́t znovu opakovat.
V momentě, kdy dojde ke splněnı́ ukončovacı́ podmı́nky, je z aktuálnı́ populace vybrán
nejlepšı́ jedinec, který je poté výstupem algoritmu.

Výše popsané kroky jsou znázorněny v pseudokódu 3, který byl opět převzat z článku
[18].

3.3 Ukončovacı́ kritéria

Jak již bylo v předchozı́ch částech uvedeno, ukončovacı́ kritérium určuje, kdy se má
algoritmus DE zastavit a vybrat z aktuálnı́ populace nejlepšı́ho jedince, který reprezentuje
nejlepšı́ řešenı́, jež algoritmus dokázal najı́t. Do této chvı́le jsme zmı́nili pouze jednu
možnou podmı́nku ukončenı́, a to předem stanovený počet generačnı́ch cyklů.

Nastavenı́m přesného počtu generačnı́ch cyklů můžeme značně ovlivnit celkovou
dobu běhu algoritmu. Je pochopitelné, že se zvyšujı́cı́ se hodnotou evolučnı́ch cyklů se
zvyšuje i čas potřebný pro provedenı́ algoritmu. V přı́padě, že nastavı́me hodnotu G
přı́liš velkou, může dojı́t k situaci, že nejlepšı́ jedinec bude nalezen mnohem dřı́ve, než
proběhne G evolučnı́ch cyklů, tudı́ž se zbytečně prodloužı́ doba běhu algoritmu, která
samotný výkon algoritmu již nezlepšı́. V opačném přı́padě, nastavı́me-li G přı́liš malé,
nemusı́ být nejlepšı́ řešenı́ vůbec nalezeno.

Mı́rnou modifikacı́ výše uvedené podmı́nky pro ukončenı́ dostaneme dalšı́ možnost,
kdy zastavit běh algoritmu. V průběhu evolučnı́ch cyklů si stačı́ vždy uložit nejlepšı́ho
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Pseudokód 3 Průběh diferenciálnı́ evoluce
1: Population initialization X(0)← {x1(0),...,xm(0)}
2: g ← 0
3: Compute {f(x1(g)),...,f(xm(g))}
4: while the stopping condition is false do
5: for i = 1,m do
6: yi ← generateMutant(X(g)) {Vytvořenı́ šumového vektoru}
7: zi ← crossover(xi(g), yi) {Vytvořenı́ zkušebnı́ho vektoru}
8: if f(zi) < f(xi(g)) then
9: xi(g + 1)← zi

10: else
11: xi(g + 1)← xi(g)
12: end if
13: end for
14: g ← g + 1
15: Compute {f(x1(g)),...,f(xm(g))}
16: end while

jedince v dané populaci a algoritmus ukončit ve chvı́li, kdy se fitness hodnota nejlepšı́ho
jedince nezměnı́ během stanoveného počtu evolučnı́ch cyklů (∆gmax). Je ovšem důležité
dbát na to, aby tato hodnota nebyla přı́liš nı́zká, jelikož delšı́ periody bez zlepšenı́ nejle-
pšı́ho jedince jsou u DE mnohem častějšı́ než u ostatnı́ch evolučnı́ch algoritmů. [12]

Nı́že jsou uvedeny dalšı́ možnosti ukončovacı́ch kritériı́. Je nutné zmı́nit, že uvedený
výčet zdaleka nenı́ kompletnı́, nebot’stále lze vymýšlet nové podmı́nky.

3.3.1 Limitovaný čas doby běhu

V některých přı́padech je pro optimalizaci dostupné pouze omezené množstvı́ času. V
takovýchto přı́padech musı́ být algoritmus ukončen po uplynutı́ zadaného času, a to bez
ohledu na stav populace nebo počet provedených evolučnı́ch cyklů. [12]

3.3.2 Dosaženı́ hledané hodnoty

Ve většině optimalizačnı́ch úloh z reálného světa neznáme předem hledanou minimálnı́
či maximálnı́ hodnotu účelové funkce. V přı́padě, že je ale hodnota hledaného extrému
předem známa (např. u testovacı́ch funkcı́), můžeme algoritmus ukončit ve chvı́li, kdy
je nalezena hodnota extrému(nebo hodnota velmi blı́zká). [12] V přı́padě použitı́ tohoto
ukončovacı́ho kritéria je ale nutné si uvědomit, že napřı́klad špatným nastavenı́m řı́dı́-
cı́ch parametrů může dojı́t k tomu, že algoritmus hledaný extrém nikdy nenajde. K tomu
může dojı́t napřı́klad tak, že populace uvázne v lokálnı́m extrému. Vinou této skutečnosti
by tak došlo k tomu, že by se algoritmus nikdy nezastavil a evolučnı́ cykly by probı́haly
nekonečně dlouho. Abychom takové situaci předešli, můžeme použitı́ tohoto ukončo-
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vacı́ho kritéria zkombinovat s jiným kritériem, napřı́klad s předem stanoveným časem
maximálnı́ doby běhu nebo maximálnı́m počtem generačnı́ch cyklů.

3.3.3 Statistika populace

Dalšı́ možnost ukončenı́ běhu algoritmu je založena na pozorovánı́ vývoje populace.
Můžeme napřı́klad sledovat rozdı́l mezi fitness hodnotou nejlepšı́ho a nejhoršı́ho jedince
v dané populaci. K ukončenı́ algoritmu pak dojde ve chvı́li, kdy se tato hodnota bude na-
cházet v předem stanoveném intervalu. Použitı́ tohoto ukončovacı́ho kritéria by mělo být
aplikováno s opatrnostı́, nebot’by mohlo dojı́t k předčasnému zastavenı́ algoritmu. Jinou
statistickou hodnotou, kterou můžeme u populace pozorovat, je směrodatná odchylka
vhodnosti jedinců, nebo napřı́klad největšı́ vzdálenost mezi dvěma vektory v populaci.
[12]

3.4 Varianty diferenciálnı́ evoluce

Až do této chvı́le jsme uvedli pouze jednu variantu (strategii) diferenciálnı́ evoluce, kterou
je DE/rand/1/bin. Tato strategie je považována za „klasickou“ a je velmi často využı́vána.
Nicméně, existujı́ i dalšı́ strategie, které se lišı́ ve způsobu vytvářenı́ šumového vektoru a
také v použitém typu křı́ženı́.

Obecně lze libovolnou strategii diferenciálnı́ evoluce zapsat jako DE/x/y/z, přičemž:

• DE je zkratka pro diferenciálnı́ evoluci

• x označuje způsob, jakým bude vybı́rán aktivnı́ jedinec

• y je počet diferenčnı́ch vektorů

• z určuje typ křı́ženı́ - exp pro exponenciálnı́ a bin pro binomické

V tabulce 2 je uvedeno celkem 10 různých strategiı́ diferenciálnı́ evoluce společně se
vztahem, podle něhož se tvořı́ šumový vektor.

U strategiı́ DE/rand-to-best/1/exp a DE/rand-to-best/1/bin je možné si všimnout
výskytu parametru λ. Za účelem redukovánı́ počtu řı́dı́cı́ch parametrů se obvykle u těchto
strategiı́ použı́vá λ = F . [15] Pro úplnost ještě doplnı́me, že xbest představuje nejlepšı́ho
jedince z populace.

3.5 Optimálnı́ nastavenı́ algoritmu

Nastavenı́ parametrů diferenciálnı́ evoluce je klı́čový faktor, který ovlivňuje běh celého
algoritmu. Hraje tak důležitou roli při tom, zda bude nalezeno optimálnı́ řešenı́ daného
problému, což nás jasně vede k závěru, že nastavenı́ hodnot parametrů nelze podcenit. Při
špatných hodnotách může velmi lehce dojı́t k situaci, že hledaný globálnı́ extrém nebude
vůbec nalezen. Populace jedinců může napřı́klad uváznout v lokálnı́m extrému funkce,
což způsobı́, že žádnı́ lepšı́ jedinci již nebudou vytvořeni. Dalšı́m nežádoucı́m chovánı́m
může být napřı́klad situace, kdy sice dojde k nalezenı́ globálnı́ho extrému, avšak celková
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doba běhu algoritmu bude velmi dlouhá, což poukazuje na to, že se populace vyvı́jela
velmi pomalu.

Chceme-li výše zmı́něným situacı́m předejı́t nebo jejich počet výskytů minimalizovat,
je správné nastavenı́ parametrů nutnou podmı́nkou. Jedná se však o úkol, který nemusı́
být vždy úplně snadný, jelikož neexistujı́ žádné univerzálnı́ hodnoty parametrů, které
bychom ve všech přı́padech mohli označit jako správné. Vždy záležı́ na typu řešeného
problému, lépe řečeno na účelové funkci.

Jak již bylo v rámci této práce naznačeno, nastavenı́ parametrů většinou provádı́ uži-
vatel před samotným spuštěnı́m algoritmu. Jedná se o parametry CR, F, NP, ukončovacı́
kritérium a přı́padně lze vybrat i variantu DE (viz kapitola 3.4). O možných způsobech
ukončenı́ algoritmu pojednávala kapitola 3.3, proto se jimi nebudeme dále zabývat. Za-
měřı́me se pouze na výběr vhodné varianty, velikost populace a hodnoty parametrů CR
a F.

3.5.1 Výběr vhodné varianty

V tabulce 2 je uvedeno celkem deset základnı́ch variant diferenciálnı́ evoluce. Patrně
nejčastěji použı́vanou variantou je DE/rand/1/bin, což je v podstatě klasická varianta
diferenciálnı́ evoluce. Dále se rovněž použı́vajı́ varianty DE/rand/1/exp a DE/best/1/z.5

Typ použitého křı́ženı́ nenı́ až tak důležitý, ačkoli Kenneth Price tvrdı́, že binomické
křı́ženı́ nebude nikdy horšı́ než exponenciálnı́. [4]

Strategie Výpočet šumového vektoru

DE/best/1/exp v = xGbest,j + F · (xGr2,j − xGr3,j)

DE/rand/1/exp v = xGr1,j + F · (xGr2,j − xGr3,j)

DE/rand-to-best/1/exp v = xGi,j + λ · (xGbest,j − xGi,j) + F · (xGr1,j − xGr2,j)

DE/best/2/exp v = xGbest,j + F · (xGr1,j + xGr2,j − xGr3,j − xGr4,j)

DE/rand/2/exp v = xGr5,j + F · (xGr1,j + xGr2,j − xGr3,j − xGr4,j)

DE/best/1/bin v = xGbest,j + F · (xGr2,j − xGr3,j)

DE/rand/1/bin v = xGr1,j + F · (xGr2,j − xGr3,j)

DE/rand-to-best/1/bin v = xGi,j + λ · (xGbest,j − xGi,j) + F · (xGr1,j − xGr2,j)

DE/best/2/bin v = xGbest,j + F · (xGr1,j + xGr2,j − xGr3,j − xGr4,j)

DE/rand/2/bin v = xGr5,j + F · (xGr1,j + xGr2,j − xGr3,j − xGr4,j)

Tabulka 2: Strategie diferenciálnı́ evoluce

5Symbol z zde představuje typ použitého křı́ženı́, tedy exponenciálnı́ či binomické.
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Obecně můžeme tedy řı́ci, že pokud nemáme žádný specifický důvod pro použitı́
konkrétnı́ varianty DE a nevı́me tedy, jakou variantu přesně zvolit, nabı́zı́ se jako vhodná
prvnı́ volba DE/rand/1/bin. [4]

3.5.2 Velikost populace

Velikost populace bývá obvykle volena s ohledem na dimenzi problému, jinak řečeno
s ohledem na počet parametrů jedince. Doporučená hodnota parametru NP se pohybuje
v rozmezı́ 10D až 100D, nicméně 100D se použı́vá v přı́padech, kdy je účelová funkce
vysoce multimodálnı́ (obsahuje velké množstvı́ lokálnı́ch extrémů). [19] Rainer Storn ve
svém článku [15] uvádı́, že pro mnohé problémy je NP = 10D dobrou volbou. Samozřejmě
ale existujı́ přı́pady, kdy byla hodnota NP< 10D a i přesto diferenciálnı́ evoluce pracovala
správně a nalezla optimálnı́ řešenı́. Pro úplnost je ještě potřeba zmı́nit, že velikost populace
nesmı́ být nikdy menšı́ než 4, jelikož pro vytvářenı́ potomků je u většiny variant zapotřebı́
čtyř rodičů.

3.5.3 Řı́dı́cı́ parametry CR a F

Parametry CR a F představujı́ práh křı́ženı́ a mutačnı́ konstantu. Povolené hodnoty para-
metru CR se pohybujı́ v rozsahu 0 až 1, přičemž ale nenı́ přı́liš vhodné, aby CR nabývalo
těchto hraničnı́ch hodnot. Doporučené hodnoty pro tento parametr se pohybujı́ v rozsahu
0,8 - 0,9 [19], nicméně bylo zjištěno, že pokud je optimalizovaná funkce separabilnı́6, je
vhodné nastavit CR na nižšı́ hodnotu blı́zkou nule - např. 0,2. [4]

U mutačnı́ konstanty je k dispozici rozsah hodnot 0 - 2 [19], přičemž obvykle se
hodnota volı́ v rozsahu 0,5 - 1 [15]. Rainer Storn dále v článku [15] uvádı́, že čı́m vyššı́ je
velikost populace, tı́m menšı́ by měla být hodnota parametru F.

Lze tedy tvrdit, že pokud nemáme o účelové funkci mnoho informacı́, je vhodné vy-
zkoušet klasickou variantu DE/rand/1/bin s NP = 10D, F = 0,8 a CR = 0,9. [4] Rovněž je
vhodné sledovat, jak se měnı́ parametry nejlepšı́ho jedince z populace. Dobrým ukazate-
lem správně fungujı́cı́ho algoritmu může být vysoká proměnlivost parametrů nejlepšı́ho
jedince v průběhu evolučnı́ch cyklů (zejména zpočátku běhu algoritmu), a to i v přı́padě,
že fitness hodnota nejlepšı́ho jedince klesá pomalu. [15]

3.6 Práce s celočı́selnými a diskrétnı́mi parametry

Ve své základnı́ podobě je diferenciálnı́ evoluce schopna pracovat pouze s reálnými
parametry. V kapitole 2.3 však bylo uvedeno, že parametry jedince mohou být trojı́ho
typu - reálné, celočı́selné a diskrétnı́. Rozšı́řenı́ algoritmu diferenciálnı́ evoluce tak, aby
byla schopna pracovat se všemi typy parametrů, je poměrně snadné, stačı́ pouze pár
jednoduchých modifikacı́. [10]

V přı́padě, že potřebujeme pracovat s celočı́selným parametrem, stačı́ pouze daný
parametr před dosazenı́m do účelové funkce zaokrouhlit na celé čı́slo. Dı́ky tomu může

6Separabilnı́ funkcı́ se rozumı́ taková funkce, která může být vyjádřena jako součin funkcı́ o jedné
proměnné. Formálněji zapsáno musı́ platit následujı́cı́: f(x1, x2, ...xn) = f1(x1)f2(x2)...fn(xn)
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algoritmus stále pracovat s reálnými parametry a teprve v momentě, kdy je nutné vy-
počı́tat fitness hodnotu jedince, dojde k zaokrouhlenı́ potřebných parametrů. [10]

Stejně jednoduchý je postup při práci s diskrétnı́mi parametry. Předpokládejme, že
máme množinu obsahujı́cı́ povolené hodnoty parametrů. Počet prvků v množině je n.
Jednotlivým hodnotám tak můžeme přiřadit indexy v rozsahu 1 až n. Diferenciálnı́ evo-
luce tak může použı́vat pouze tyto indexy, s nimiž bude pracovat jako s celočı́selným
parametrem. Jinými slovy to znamená, že namı́sto toho, abychom optimalizovali přı́mo
hodnotu diskrétnı́ho parametru, optimalizujeme hodnotu indexu. Teprve ve chvı́li, kdy
je potřeba zı́skat hodnotu účelové funkce, dojde k použitı́ skutečné hodnoty. [10]

3.7 Přehled možných vylepšenı́ diferenciálnı́ evoluce

Od doby prvnı́ho představenı́ diferenciálnı́ evoluce až do současnosti se mnoho odbor-
nı́ků, výzkumnı́ků a vědců zabývá možnostmi, jak lze algoritmus diferenciálnı́ evoluce
modifikovat, přı́padně zkombinovat s jinými technikami, za účelem dosaženı́ ještě lepšı́ch
výsledků. Jednou z těchto možnostı́ je paralelnı́ či distribuované zpracovánı́ algoritmu.
Vzhledem k tomu, že hlavnı́m tématem práce je distribuovaná DE, bude této problema-
tice věnována celá kapitola 4. V této části kapitoly se pouze velmi stručně seznámı́me
s některými dalšı́mi možnostmi, nebudeme je však s ohledem na hlavnı́ cı́le této práce
rozebı́rat do hlubšı́ch detailů.

3.7.1 Technika zvaná Dither a Jitter

V části 3.5.3 bylo uvedeno doporučenı́, podle něhož lze nastavit hodnoty parametrů CR
a F. Předpokládali jsme, že hodnota mutačnı́ konstanty se v průběhu algoritmu neměnı́,
nicméně nikde v textu nebylo uvedeno, že tato hodnota musı́ zůstat konstantnı́.

Jednou z možných jednoduchých modifikacı́ algoritmu je tedy dynamická změna
hodnoty tohoto parametru. Můžeme napřı́klad sledovat vývoj fitness hodnoty nejlepšı́ho
jedince v populaci a pokud se během n generačnı́ch cyklů hodnota nezměnı́, je možné
změnit hodnotu řı́dı́cı́ch parametrů. [19] Speciálnı́mi přı́pady u kterých je jasně dáno, kdy
se má změnit hodnota parametru F, jsou techniky zvané dither a jitter.7

V přı́padě techniky jitter se hodnota F měnı́ během mutačnı́ho procesu pro každý
parametr a označuje se Fj , kde j představuje index daného parametru. Pokud se hodnota
měnı́ pro každý diferenčnı́ vektor, pak jde o techniku dither. Hodnota F se v tomto přı́padě
značı́ Fi, kde i označuje index aktuálnı́ho jedince v populaci.

Na prvnı́ pohled by se možná mohlo zdát, že obě výše uvedené techniky se od sebe
přı́liš nelišı́, nicméně z pohledu vektorů a vektorových operacı́ je rozdı́l celkem patrný.
V přı́padě, že všechny souřadnice diferenčnı́ho vektoru násobı́me stejným čı́slem (dither),
jedná se z hlediska vektorových operacı́ o násobenı́ vektoru reálným čı́slem. Je jasné, že
taková operace pouze změnı́ velikost násobeného vektoru - směr vektoru zůstane stejný.

V přı́padě metody jitter je každá souřadnice diferenčnı́ho vektoru násobena jiným
čı́slem Fj . Následkem toho vznikne nový vektor (v terminologii DE označován jako

7Vzhledem k nehodı́cı́m se českým překladům slov dither a jitter bylo v textu ponecháno anglické
označenı́.
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Obrázek 2: Porovnánı́ technik dither a jitter

Obrázek a) ukazuje techniku dither. Je vidět, že se měnı́ pouze velikost vektoru, směr zůstává
stejný. U techniky jitter na obrázku b) je patrné, že došlo nejen ke změně velikosti, ale také ke

změně směru.

váhový diferenčnı́ vektor), který oproti vektoru diferenčnı́mu má nejen jinou velikost, ale
i směr. Celé toto vysvětlenı́ lépe objasnı́ obrázek 2, kde vektor v1 představuje diferenčnı́
vektor a v2 váhový diferenčnı́ vektor.

3.7.2 Opposition-Based Differential Evolution

Algoritmus Opposition-Based Differential Evolution (OBDE) byl publikován v článku
[13]. Ve stručnosti se jedná o standardnı́ algoritmus DE, u něhož jsou provedeny mı́rné
modifikace během generovánı́ prvotnı́ populace a při dokončenı́ každého generačnı́ho
cyklu, kdy je stará populace nahrazována novou. Využı́vajı́ se zde tzv. „protilehlá“ řešenı́
(odtud název Opposition-Based DE), která se tvořı́ podle definice 3.1. Pro podrobnějšı́
informace a popis OBDE odkazujeme čtenáře na článek [13].

Definice 3.1 Necht’P = (x1, x2, ...xD) je bod v D-rozměrném prostoru, kde x1, x2, ...xD ∈ R a
xi ∈ [ai, bi] ∀i ∈ {1, 2, ...D}. „Protilehlý“ bod P̌ = (x̌1, x̌2, ...x̌D) je pak definován souřadnicemi,
pro něž platı́:

x̌i = ai + bi − xi

3.7.3 Rozšı́řenı́ DE o algoritmus Local Search

Poslednı́ modifikacı́ algoritmu DE, kterou si v této kapitole uvedeme, je jeho rozšı́řenı́ o
algoritmus Local Search (LS) neboli lokálnı́ hledánı́. Jedná se o velmi jednoduchý algorit-
mus, který při svém startu vytvořı́ počátečnı́ řešenı́ problému, které je typicky generováno
náhodně. K tomuto řešenı́ se následně vygeneruje množina sousednı́ch řešenı́. Mezi sou-
sedy se najde nejlepšı́ řešenı́ a v přı́padě, že je lepšı́ než řešenı́ výchozı́, vezme se jako
nové aktuálnı́ nejlepšı́ řešenı́. Poté se celý postup generovánı́ sousednı́ch řešenı́ opakuje
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do doby, než nastane situace, kdy mezi sousedy nebude existovat žádné zlepšujı́cı́ řešenı́.
[19]

Jakým způsobem využı́t LS v algoritmu DE pak již záležı́ na konkrétnı́m návrhu a
implementaci celého algoritmu.

V článku [6] byla napřı́klad uvedena varianta Local Search Differential Evolution
(LSDE), u nı́ž je pro každého jedince s pravděpodobnostı́ p generován sousednı́ jedinec
X ′

i podle vztahu

X ′
i = r1 ·Xi + r2 · (Xi −Xbest),

kde Xi představuje jedince v populaci na pozici i, Xbest je nejlepšı́ jedinec z populace a
r1, r2 jsou náhodná čı́sla z rozsahu 0 - 1, přičemž platı́ r1 + r2 = 1. Vı́ce informacı́ o LSDE
je možno zı́skat v článku [6].
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4 Distribuované zpracovánı́ diferenciálnı́ evoluce

V dnešnı́ pokročilé době, kdy máme k dispozici již velmi rychlé a výkonné počı́tače,
nenı́ přı́liš velkým divem, že mnoho aplikacı́ vykonává vı́ce operacı́ najednou. Celá řada
takových aplikacı́ je vytvořena tak, že pracujı́ ve vı́ce vláknech, přičemž každé vlákno
obvykle provádı́ odlišnou činnost. Takové zpracovánı́ nazýváme paralelnı́. Pokud máme
k dispozici vı́ce počı́tačů, nemusı́me se omezovat pouze na zpracovánı́ ve vı́ce vláknech,
ale můžeme algoritmus řešı́cı́ zadaný problém spustit na většı́m množstvı́ počı́tačů - pak
hovořı́me o distribuovaném algoritmu.

J.R.Koza ve své publikaci [9] uvádı́, že existujı́ dva základnı́ přı́stupy, jak lze vytvořit
distribuovanou verzi genetických algoritmů. Prvnı́ přı́stup, v němž je celková populace
rozdělena na několik menšı́ch subpopulacı́, lze uplatnit i na algoritmus DE. Základnı́
koncept je zde takový, že se každá subpopulace vyvı́jı́ samostatně a po určitém počtu
generačnı́ch cyklů docházı́ k migraci některých jedinců z jedné subpopulace do jiné. [9]

V kapitole 4 se seznámı́me s konkrétnı́mi možnostmi, jak lze vytvořit distribuovaný
algoritmus diferenciálnı́ evoluce. V rámci této práce byly vytvořeny dvě verze distribuo-
vané DE, které jsou popsány v následujı́cı́ch dvou podkapitolách 4.1 a 4.2. V dalšı́ch dvou
podkapitolách jsou pak navı́c představeny dalšı́ dvě varianty distribuované diferenciálnı́
evoluce.

4.1 Single Slave Single Core

Předtı́m, než přejdeme k samotnému popisu, je třeba podotknout, že termı́n „Single Slave
Slave Core“ nenı́ obecně použı́vaným pojmem a byl zvolen autorem pouze pro pojme-
novánı́ nı́že popsaného způsobu. Ve vytvořené řı́dı́cı́ aplikaci je tento termı́n použit pro
vybránı́ způsobu provedenı́ algoritmu DE, tudı́ž pro zachovánı́ jednotnosti pojmenovánı́
byl termı́n ponechán i v textové části práce.

Jedná se patrně o nejjednoduššı́ způsob, pomocı́ kterého lze algoritmus diferenciálnı́
evoluce učinit distribuovaným. Princip je prostý - na každém počı́tači spustı́me diferen-
ciálnı́ evoluci a poté ze zı́skaných výsledků vybereme ten nejlepšı́. V tomto přı́padě tedy
neprobı́há žádná spolupráce mezi jednotlivými počı́tači, které zpracovávajı́ algoritmus.
Na začátku jim pouze řı́dı́cı́ počı́tač přes sı́t’rozešle parametry a dalšı́ informace potřebné
pro provedenı́ algoritmu (účelová funkce, specimen, atd...). Každý počı́tač poté provede
samostatnou diferenciálnı́ evoluci a svůj výsledek odešle zpět na řı́dı́cı́ počı́tač. Ten na-
konec ze všech došlých výsledků vybere ten nejlepšı́, který představuje nejlepšı́ nalezené
řešenı́ problému.

4.2 Parallel Differential Evolution

Druhou variantou distribuované diferenciálnı́ evoluce, která byla v rámci této práce
implementována, je tzv. paralelnı́ diferenciálnı́ evoluce (PDE) publikovaná v článku [16].
Název se může na prvnı́ pohled zdát mı́rně matoucı́, nebot’by se dalo předpokládat, že
se jedná o vı́cevláknové zpracovánı́ na jednom počı́tači. Autoři použili tzv. parallel virtual
machine (PVM), což je sada softwarových nástrojů a knihoven, přičemž hlavnı́m účelem
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Výpočetńı uzel

Řı́d́ıćı uzel

Obrázek 3: Topologie u paralelnı́ diferenciálnı́ evoluce [17]

PVM je propojit počı́tače tak, aby se jevily jako jeden výkonný virtuálnı́ počı́tač. [16]
Zřejmě dı́ky použitı́ PVM autoři zvolili název paralelnı́ diferenciálnı́ evoluce.

Hlavnı́m rozdı́lem u PDE oproti způsobu popsanému v kapitole 4.1 je fakt, že jednot-
livé počı́tače (výpočetnı́ uzly) při prováděnı́ algoritmu spolupracujı́. Celková populace je
rozdělena na menšı́ subpopulace, přičemž každý výpočetnı́ uzel pracuje se svou jednou
subpopulacı́. Velikost subpopulace je rovna NP

m , kde m představuje počet výpočetnı́ch
uzlů. Tyto uzly jsou pomyslně uspořádány do kruhu, uvnitř kterého se nacházı́ řı́dı́cı́ uzel
(Master), který zajišt’uje výměnu dat mezi výpočetnı́mi uzly, které o sobě navzájem nevı́.
Skutečná topologie propojenı́ je tedy hvězda, jak je znázorněno na obrázku 3.

Hlavnı́m úkolem řı́dı́cı́ho uzlu je zajišt’ovat tzv. migraci jedinců. Každý výpočetnı́ uzel
provádı́ klasickou diferenciálnı́ evoluci se svou subpopulacı́, avšak po každém genera-
čnı́m cyklu může dojı́t k migraci jedince z jedné subpopulace do druhé. Proces migrace
probı́há tak, že se vytvořı́ kopie nejlepšı́ho jedince z dané subpopulace, která se poté skrze
řı́dı́cı́ uzel odešle sousednı́mu výpočetnı́mu uzlu. Jakmile uzel obdržı́ nového jedince, vy-
bere náhodně jednoho jedince ze své subpopulace (kromě nejlepšı́ho), kterého nahradı́
nově přı́chozı́m jedincem. [17]

Klı́čovým faktorem, který rozhoduje o tom, zda bude či nebude migrace mezi dvěma
subpopulacemi provedena, je parametr φ, který může nabývat hodnot v intervalu ⟨0, 1⟩.
Po každém generačnı́m cyklu je pro každou subpopulaci generováno náhodné čı́slo
v rozsahu 0 až 1 a pokud toto čı́slo je menšı́ než hodnota parametru φ, bude provedena
migrace, v opačném přı́padě nikoli. [17]
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Celý výše uvedený princip činnosti algoritmu zachycujı́ pseudokódy 4 a 5 převzaté
z [17].

Pseudokód 4 Paralelnı́ diferenciálnı́ evoluce - řı́dı́cı́ uzel
1: Spawn N sub-populations, each one on a different processor
2: for each generation do
3: Receive an individual from each sub-population
4: for each received individual do
5: if rand(0,1) < φ then
6: Send the individual to the next sub-population in the ring
7: end if
8: end for
9: if the stop criterion for the objective function is met then

10: Send a termination signal to all the sub-populations
11: end if
12: end for

Pseudokód 5 Paralelnı́ diferenciálnı́ evoluce - výpočetnı́ uzel
1: for each generation do
2: Perform a DE generation
3: Send a copy of the best individual to the master node
4: if a migrated individual has been received then
5: Replace a random individual, different from the best, by this migrated individual
6: end if
7: if a termination signal has been received then
8: Terminate the execution
9: end if

10: end for

4.3 Island Based Distributed Differential Evolution

Island Based Distributed Differential Evolution (IBDDE) představuje dalšı́ způsob, jakým
lze vytvořit distribuovaný algoritmus diferenciálnı́ evoluce. Jedná se o lehce modifiko-
vanou verzi PDE, která byla představena v předchozı́ části této kapitoly. Opět platı́,
že celková populace je rozdělena na m subpopulacı́, kde každá z nich obsahuje NP

m
jedinců. Rozdı́l oproti PDE spočı́vá pouze v migraci, která je zde kontrolována pěticı́
M = (γ, ρ, φs, φr, τ). Význam jednotlivých parametrů je následujı́cı́: [17]

• γ - počet generacı́ mezi dvěma migracemi (γ ∈ N)

• ρ - počet jedinů, kteřı́ migrujı́ z jedné subpopulace během jedné migrace (ρ ∈ N)

• φs - funkce, která z dané subpopulace vracı́ jedince určené k migraci
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• φr - funkce, která ze subpopulace vybere jedince, kteřı́ budou nahrazeni migrujı́cı́mi
jedinci

• τ - pravidlo, které vybere cı́lovou subpopulaci (tedy subpopulaci, do nı́ž budou
umı́stěni migrujı́cı́ jedinci)

Je tedy vidět, že oproti PDE se IBDDE lišı́ předevšı́m v tom, že migrace nemusı́ nutně
probı́hat po každém generačnı́m cyklu, nemusı́ být vždy migrován pouze jeden jedinec
a migrace nemusı́ být provedena pouze mezi sousednı́mi subpopulacemi.

4.4 Distributed Differential Evolution

Poslednı́m způsobem distribuovaného zpracovánı́ diferenciálnı́ evoluce, který si v této
kapitole představı́me, je Distributed Differential Evolution (DDE). U této varianty se opět
nacházı́ několik výpočetnı́ch uzlů, které provádějı́ diferenciálnı́ evoluci se svou subpo-
pulacı́. V porovnánı́ s BDE či IBDDE, kde jsou ale výpočetnı́ uzly pomyslně uspořádány
do kruhu, je u DDE každý výpočetnı́ uzel propojen s dalšı́mi µ uzly. Jinými slovy, každý
výpočetnı́ uzel má přesně µ sousedů. Na obrázku 4 je zachyceno schéma propojenı́, kde
µ = 4. Černě je vyznačen jeden výpočetnı́ uzel a šedou barvou jsou označeny jeho čtyři
sousednı́ uzly. O ostatnı́ch uzlech, vyznačených bı́lou barvou, černý výpočetnı́ uzel nevı́
a komunikuje s nimi pouze nepřı́mo skrze své sousedy. Žádný výpočetnı́ uzel tedy nevı́,
kolik uzlů celkem se podı́lı́ na prováděnı́ algoritmu.

Vždy po určitém počtu generačnı́ch cyklů, který se zde označuje MI (migration in-
terval; migračnı́ interval), docházı́ mezi sousednı́mi výpočetnı́mi uzly k výměně jedinců.
Počet jedinců, kteřı́ budou odesláni do sousednı́ch populacı́, je zde řı́zen parametrem
MR (migration rate; mı́ra migrace). Všichni jedinci v rámci jednoho výpočetnı́ho uzlu,
kteřı́ jsou určenı́ k migraci (označme jejich počet SI ), jsou poté posláni všem sousednı́m
uzlům, což znamená, že každý uzel přijme celkem SI ·µ nových jedinců. [3] Přijatı́ jedinci
poté mohou nahradit nejhoršı́ jedince v dané subpopulaci, nebo je mohou nahradit pouze
v přı́padě, že majı́ nižšı́ fitness hodnotu, přı́padně mohou nahradit náhodně vybrané
jedince s výjimkou nejlepšı́ho jedince.[2]

V literatuře se uvádı́, že přı́liš častá migrace mnoha jedinců značně degraduje vý-
konnost algoritmu, stejně tak jako migrace, které jsou prováděny velmi zřı́dka s malým
množstvı́m jedinců. [1] V přı́padě, že migrace probı́hajı́ přı́liš často, je proces hledánı́
globálnı́ho extrému v rámci jedné subpopulace přı́liš často narušován nově přı́chozı́mi
jedinci, což má ve výsledku negativnı́ dopad na výkonnost celého algoritmu. [3]

Na závěr ještě dodejme, že v DDE nenı́ bezpodmı́nečně nutné, aby byl přı́tomen řı́dı́cı́
uzel. Pokud bychom ale takový uzel přidali, jeho hlavnı́m úkolem by bylo shromažd’ovat
nejlepšı́ nalezená řešenı́ v jednotlivých subpopulacı́ch, která by poté mohl prezentovat
uživateli.



27

Obrázek 4: Topologie u distribuované diferenciálnı́ evoluce [17]

Šedé výpočetnı́ uzly představujı́ čtyři sousedy černě zvýrazněného uzlu. Každý uzel má přesně
čtyři sousedy, proto µ = 4.
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5 Neuronové sı́tě

I navzdory faktu, že hlavnı́m tématem této práce je algoritmus diferenciálnı́ evoluce, je
potřeba čtenáře alespoň zevrubně seznámit s problematikou neuronových sı́tı́, jelikož
při prováděnı́ experimentů byla společně s testovacı́mi funkcemi použita i jednoduchá
neuronová sı́t’ pro řešenı́ problému XOR. Cı́lem této kapitoly je tedy podat základnı́
informace o tom, jak neuronové sı́tě vznikly, jakým způsobem pracujı́ a jaké je jejich
využitı́.

5.1 Popis fungovánı́ neuronových sı́tı́

Historie vzniku neuronových sı́tı́ se datuje do prvnı́ poloviny 20. stoletı́, kdy W. S.
McCulloch publikoval prvnı́ práci o neuronech a jejich modelech. Později pak McCulloch
společně se svým studentem vypracoval model neuronu, který je v podstatě použı́ván
dodnes. Inspiracı́ ke vzniku neuronových sı́tı́ byla snaha napodobit lidské myšlenı́, resp.
činnost lidského mozku, v němž se nacházı́ obrovské množstvı́ neuronů, přibližně 1010.
[21] Každý takový neuron v lidském mozku dostává zprávy od jiného neuronu pomocı́
dendritů, což jsou úpony rašı́cı́ z jednoho konce neuronu. Na jeho druhém konci se na-
cházı́ dlouhé vlákno zvané axon. Ten se může připojit až k deseti tisı́cům jiných neuronů
pomocı́ jejich dendritů. Spojenı́ mezi nimi nazýváme synapse, jež sloužı́ jako brány re-
gulujı́cı́ tok informacı́ v mozku. Do synapsı́ jsou uvolňovány chemické látky nazývané
neurotransmitery, které měnı́ pohyb impulzů miliardami možných cest mozkem. [8]

Tento velmi zjednodušený popis činnosti mozku se snažı́ napodobit technické neu-
ronové sı́tě. Jak již jejich název napovı́dá, základnı́m stavebnı́m kamenem je neuron
podobný tomu, který se nacházı́ v lidském mozku. Samozřejmostı́ je, že podoba neuronu
je velmi zjednodušená v porovnánı́ s neuronem biologickým, nicméně i přesto je pro
použitı́ v neuronových sı́tı́ch dostačujı́cı́. Model neuronu je v podstatě jednotka, která má
několik vstupů a pouze jeden výstup. Každý ze vstupů má přiřazenou svoji váhu, což je
bezrozměrné čı́slo, které určuje, jaký význam má daný vstup pro konkrétnı́ neuron. [21]
Uvnitř těla modelu neuronu se nacházı́ tzv. přenosová funkce. S těmito znalostmi je již
možné přistoupit k jednoduchému vysvětlenı́ činnosti modelu neuronu. Hodnoty vstupů
neuronu jsou vynásobeny odpovı́dajı́cı́mi vahami, zı́skané součiny jsou poté sečteny a
výsledek je dosazen do přenosové funkce. Výstup funkce pak tvořı́ hodnotu výstupu
daného neuronu. [20]

Neuronové sı́tě se skládajı́ z několika výše popsaných neuronů, které jsou organizo-
vány do vrstev. Podle počtu vrstev se pak sı́tě mohou dělit na sı́tě s jednou vrstvou či
sı́tě s vı́ce vrstvami. Pro topologii vı́cevrstvých sı́tı́ obvykle platı́, že všechny neurony v
rámci jedné vrstvy jsou spojeny se všemi neurony ve vyššı́ vrstvě. [21] Jeden z mnoha přı́-
kladů, jak může jednoduchá vı́cevrstvá neuronová sı́t’vypadat, je zobrazen na obrázku 5.
Obrázek představuje neuronovou sı́t’s celkem pěti neurony uspořádanými do třı́ vrstev.
U takových sı́tı́ platı́, že neurony v prvnı́ vrstvě pouze distribuujı́ vstupnı́ hodnoty do
dalšı́ vrstvy. Dı́ky faktu, že se typicky jedná o vı́cebodový vstup do sı́tě, hovořı́ se o vstup-
nı́ch (přı́p. výstupnı́ch) vektorech informacı́. Sı́t’na obrázku obsahuje ve výstupnı́ vrstvě
pouze jeden neuron, což ovšem nenı́ žádným pravidlem. Většı́ neuronové sı́tě mohou
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Obrázek 5: Neuronová sı́t’s jednou skrytou vrstvou

mı́t (a typicky také mı́vajı́) ve výstupnı́ vrstvě vı́ce neuronů. Obrázek 5 byl zvolen pouze
pro svou jednoduchost. Jednotlivé šipky v obrázku představujı́ spojenı́ mezi neurony,
přičemž je zde vidět obvyklé (ne však nutné) výše uvedené pravidlo, že všechny neurony
v jedné vrstvě jsou spojeny se všemi neurony ve vyššı́ vrstvě.

5.1.1 Přenosové funkce

Jak již bylo uvedeno, v těle modelu neuronu se nacházı́ přenosová funkce, která trans-
formuje vstupnı́ signál na signál výstupnı́. Jejı́ volba hraje důležitou roli při tvorbě sı́tě a
závisı́ na typu problému, který má sı́t’řešit. Pokud napřı́klad chceme provádět klasifikaci
pouze mezi dvěma třı́dami (např. dobrý vs. špatný výrobek), pak bude dostačujı́cı́ binárnı́
funkce. Přenosových funkcı́ existuje vı́ce, mezi nejpoužı́vanějšı́ však patřı́: [20]

• perceptron

• binárnı́

• logistická (nebo též sigmoida)

• hyperbolický tangens

V této práci byly použity dvě z výše uvedených funkcı́, konkrétně binárnı́ a logistická.
Omezı́me se proto pouze na popis těchto dvou funkcı́.

V přı́padě binárnı́ funkce se jedná o jednoduchou dvouhodnotovou funkci, jejı́mž
výstupem může být hodnota 0 nebo 1. Jejı́ zápis vypadá následovně:

F (B) = 1 ∀x > 0 jinak x = 0

Za zápisu je zřejmé, že se jedná o funkci, která pro všechny vstupy většı́ než 0 vrátı́
hodnotu 1 a pro vstupy menšı́ nebo rovny 0 vracı́ hodnotu 0.
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Obrázek 6: Graf logistické funkce

Logistická funkce je jedna z nejpoužı́vanějšı́ch funkcı́ a byla odvozena jako aproximace
přenosové funkce biologického neuronu. Následuje jejı́ matematický zápis.

F (S) = 1
1+e−x

Výstupem této funkce je hodnota z intervalu (0; 1), což je dobře vidět z grafu funkce na
obrázku 6.

5.2 Proces učenı́

Využitı́ neuronových sı́tı́ je velmi široké, nebot’existuje rozsáhlé spektrum disciplı́n, v ni-
chž neuronové sı́tě nacházejı́ své uplatněnı́. Lze je napřı́klad použı́vat pro rozpoznávánı́
tvářı́, symbolů, objektů apod. Obecně lze řı́ci, že neuronové sı́tě sloužı́ k řešenı́ klasifika-
čnı́ch problémů. Jsou tedy schopny pro daný vstupnı́ vektor určit, do jaké skupiny třı́d
vektor patřı́. Jako přı́klad lze uvést rozpoznávánı́ čı́sel na obrázku. Pokud by byl daný
obrázek vhodně reprezentován čı́selným způsobem ve formě vektoru, lze vytvořit sı́t’
takovou, která bude schopna pro jednotlivé obrázky vydat na svém výstupu čı́slo, které
se na daném obrázku nacházı́. Tento přı́klad je samozřejmě jen jeden z mnoha problémů,
které jsou neuronové sı́tě schopny řešit.

Důležitým krokem k tomu, aby neuronová sı́t’ byla schopna správně klasifikovat
jednotlivé vstupnı́ vektory, je jejı́ naučenı́ čili adaptace na řešený problém. To se provádı́
tak, že se upravujı́ váhy vstupů jednotlivých neuronů v sı́tı́. Byly vyvinuty různé učı́cı́
algoritmy, které lze obecně rozdělit do dvou základnı́ch skupin:

• učenı́ s učitelem

• učenı́ bez učitele
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Pro naučenı́ sı́tě je potřebná tzv. trénovacı́ množina, která obsahuje skupinu vektorů
obsahujı́cı́ch informace o daném problému. V přı́padě učenı́ sı́tě s učitelem je množina
tvořena dvojicemi vektorů reprezentujı́cı́ vstup a k němu požadovaný výstup. Při učenı́
bez učitele obsahuje trénovacı́ množina pouze vstupnı́ vektory. [21]

Proces učenı́ sı́tě je složen ze dvou fázı́, a to z adaptačnı́ a aktivačnı́. V aktivačnı́ fázi se
sı́ti předložı́ vektor z trénovacı́ množiny, sı́t’tento vektor zpracuje a vydá vektor výstupnı́.
Ten se porovná s požadovaným výstupnı́m vektorem, čı́mž vznikne rozdı́l (lokálnı́ chyba),
který se uložı́. Poté následuje adaptačnı́ fáze, jejı́mž cı́lem je minimalizovat lokálnı́ chybu,
což se provádı́ tak, že se přenastavujı́ jednotlivé váhy neuronů. Následně se opět opakuje
aktivačnı́ fáze, znovu se zı́ská lokálnı́ chyba, která se přičte k předchozı́ chybě, proběhne
adaptačnı́ fáze a celý tento proces se opakuje tak dlouho, než se projde celá trénovacı́
množina. Tı́m dojde k dokončenı́ tzv. jedné epochy. Součet všech zı́skaných lokálnı́ch
chyb se nazývá globálnı́ chyba. Je-li splněna podmı́nka, že hodnota globálnı́ chyby je
menšı́ než požadovaná chyba, proces učenı́ končı́. [21]

Jinými slovy, proces učenı́ nenı́ nic jiného než nalezenı́ optimálnı́ kombinace vah
sı́tě tak, aby globálnı́ chyba byla pokud možno co nejmenšı́. Jedná se tak v podstatě
o optimalizačnı́ problém, který lze řešit např. pomocı́ diferenciálnı́ evoluce, což bylo
provedeno během experimentů, které jsou popsány v kapitole 8.
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6 Implementace

Jak jsme již zmı́nili, v rámci této práce byly vytvořeny dva způsoby distribuované dife-
renciálnı́ evoluce, které byly popsány v kapitolách 4.1 a 4.2. V této části práce se blı́že
podı́váme na způsob, jakým byl celý projekt implementován.

Jednı́m ze stanovených cı́lů byl požadavek, aby vytvořená aplikace nebyla závislá
na použité platformě. Jinak řečeno, aplikaci musı́ být možné spustit na všech běžně
použı́vaných operačnı́ch systémech, kterými jsou Windows, Linux a OS X. Z tohoto
důvodu byl veškerý zdrojový kód vytvořen v jazyce Java. Kód jazyku Java je kompilován
do tzv. bajtového kódu, který je uložen v souborech s přı́ponou .class. Bajtový kód
je následně interpretován JVM (Java Virtual Machine), který kód přeložı́ do strojového
jazyka. JVM je dnes dostupný pro většinu druhů počı́tačů. Dı́ky tomu je tak aplikace
napsaná v Javě nezávislá na typu použité platformy.

Veškerá implementace byla provedena ve vývojovém prostředı́ IntelliJ IDEA ve verzi
14.0.2 a vývoj probı́hal na platformě Windows 7 Professional 64-bit. Během implementace
byly vytvořeny celkem tři samostatné projekty. Jedná se o dvě spustitelné aplikace a jednu
knihovnu, kterou obě aplikace využı́vajı́ ke své činnosti. Vytvořené aplikace představujı́
řı́dı́cı́ aplikaci (tzv. Master) a aplikaci provádějı́cı́ algoritmus diferenciálnı́ evoluce (tzv.
Slave). Obě tyto aplikace si společně se sdı́lenou knihovnou popı́šeme v následujı́cı́ch
částech této kapitoly.

Vzhledem k tomu, že všechny projekty obsahujı́ relativně velké množstvı́ třı́d a roz-
hranı́, nebudeme v této kapitole zacházet až do úplných implementačnı́ch detailů jed-
notlivých třı́d a omezı́me se pouze na popis projektů a představenı́ funkcı́ a úkolů, za
něž jsou jednotlivé projekty zodpovědné, společně s vysvětlenı́m, jak je zdrojový kód
strukturován. Dále také zmı́nı́me některé stěžejnı́ třı́dy u nichž uvedeme, jakou funkci
zajišt’ujı́. Bližšı́ popis jak lze aplikaci spustit, ovládat a konfigurovat, se nacházı́ v přı́loze
na konci této práce. Detailnı́ popis celého zdrojového kódu pak poskytne dokumentace,
která je dostupná na přiloženém CD ve formátech PDF a HTML.

6.1 Řı́dı́cı́ aplikace (Master)

Jak již samotný název naznačuje, jedná se o aplikaci, která podle terminologie použité
v kapitole 4 představuje řı́dı́cı́ uzel. Jejı́m klı́čovým úkolem je zajišt’ovat komunikaci
s jednotlivými výpočetnı́mi uzly a řı́dit tak celý průběh diferenciálnı́ evoluce. Pro snad-
nějšı́ ovládánı́ uživatelem obsahuje grafické uživatelské rozhranı́ (GUI - Graphic User
Interface), dı́ky kterému může uživatel provádět nastavenı́ parametrů algoritmu, výběr
výpočetnı́ch uzlů, výběr účelové funkce a dalšı́ nastavenı́.

Všechny důležité funkce a možnosti, které tato aplikace nabı́zı́, můžeme shrnout do
následujı́cı́ho přehledu.

• Nastavenı́ parametrů zadaných uživatelem. GUI aplikace obsahuje pro nasta-
venı́ celkem čtyři hlavnı́ grafické panely, které znázorňuje obrázek 7. Prvnı́ panel
sloužı́ k výběru jednotlivých výpočetnı́ch uzlů, které budou zapojeny do zpraco-
vánı́ algoritmu. Na druhém panelu lze nastavit parametry algoritmu a variantu
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(DE/rand/1/bin, atd...). Třetı́ panel je určen k definovánı́ vzorového jedince, který
může být zadán bud’přı́mo skrze GUI, nebo může být importován ze souboru XML.
Poslednı́ panel sloužı́ k výběru typu distribuované DE, která bude použita. V celém
GUI nechybı́ samozřejmě také možnost vybrat účelovou funkci a počet opakovánı́
algoritmu.

• Nacházenı́ a přidávánı́ výpočetnı́ch uzlů. Jednotlivé výpočetnı́ uzly odesı́lajı́ perio-
dicky zprávu o tom, že jsou připraveny k prováděnı́ algoritmu. Součástı́ této zprávy
je také čı́slo portu, na kterém daná výpočetnı́ aplikace naslouchá. Aby nebylo nutné
při každém spuštěnı́ výpočetnı́ aplikace zadávat IP adresu řı́dı́cı́ aplikace, je tento
problém vyřešen tak, že jednotlivé výpočetnı́ uzly odesı́lajı́ datagram skrze multi-
cast. Stačı́ tedy, aby řı́dı́cı́ i výpočetnı́ aplikace měly nastavenu stejnou skupinovou
adresu. Multicastové adresy začı́najı́ bajtem v rozsahu 224 - 239. [11] Nastavenı́
skupinové adresy aplikace se provádı́ v konfiguračnı́m souboru.
V přı́padě, že by skupinové adresy nebyly nastaveny stejně, je zde také možnost
přidat výpočetnı́ uzel ručně přı́mým zadánı́m IP adresy a čı́sla portu.

• Komunikace s výpočetnı́mi uzly a řı́zenı́ průběhu algoritmu. Kromě výše uve-
deného přı́padu s multicastem, kde se pro přenos využı́vá protokol UDP, probı́há
již veškerá dalšı́ komunikace skrze spolehlivý protokol TCP. Do této komunikace
patřı́ odeslánı́ parametrů algoritmu na jednotlivé výpočetnı́ uzly, přı́jem výsledků
od těchto uzlů a v přı́padě paralelnı́ DE také řı́zenı́ migrace jedinců. IP adresu a port
pro komunikaci s daným výpočetnı́m uzlem aplikace zjistı́ z přijatého datagramu.

• Zpracovánı́ a prezentace výsledků. Po dokončenı́ provedenı́ algoritmu odesı́lajı́
výpočetnı́ uzly zprávy s výsledky. Řı́dı́cı́ aplikace tyto zprávy přijme a vyhodnotı́
výsledky, které poté uživateli zobrazı́ skrze GUI. Uživatel tak může vidět nejlepšı́ho
a nejhoršı́ho nalezeného jedince společně s jejich postupným vývojem v rámci všech
evolučnı́ch cyklů. Tento průběh je pro většı́ přehlednost zanesen také do grafu,
který si uživatel může uložit do souboru. Nechybı́ zde ani možnost exportu zı́ska-
ných výsledků do souborů TXT nebo CSV. Obrázek 8 prezentuje, jak vypadá okno
s přehledem výsledků. Pro tvorbu grafů byla použita knihovna jmathplot, která je
zdarma dostupná na adrese https://github.com/yannrichet/jmathplot.

Výše uvedené funkce a možnosti zajišt’uje zdrojový kód rozdělený do celkem 66 třı́d
a rozhranı́, které jsou uspořádány do několika balı́čků. Každý balı́ček sdružuje kód, který
je zodpovědný za jednu ucelenou logickou část aplikace. Jedná se o následujı́cı́ balı́čky:

• core Sdružuje nejdůležitějšı́ třı́dy celé aplikace. Ty jsou zodpovědné za většinu
klı́čových funkcı́, které řı́dı́cı́ uzel provádı́. Pro lepšı́ přehlednost a orientaci v kódu
je balı́ček dále dělen do několika menšı́ch balı́čků.

– core.driver V tomto balı́čku jsou umı́stěny třı́dy, které sloužı́ pro spuštěnı́
a řı́zenı́ průběhu algoritmu.

– core.result Obsahuje třı́dy zodpovědné za zpracovánı́ výsledků a jejich
možný export do souborů, dále také třı́dy pro tvorbu grafů.

https://github.com/yannrichet/jmathplot
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Obrázek 7: Čtyři panely řı́dı́cı́ aplikace umožňujı́cı́ uživatelské nastavenı́

Levý hornı́ obrázek zobrazuje panel pro výběr jednotlivých výpočetnı́ch uzlů. V pravé hornı́
části se vyskytuje panel pro nastavenı́ parametrů algoritmu. V dolnı́ části jsou zleva panely pro

nastavenı́ vzorového jedince a pro výběr typu distribuovaného zpracovánı́ diferenciálnı́ evoluce.
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Obrázek 8: Okno s přehledem zı́skaných výsledků

– core.xml Zajišt’uje načtenı́ vzorového jedince ze souboru XML.

• logging Tento balı́ček obsahuje pouze dvě třı́dy, které poskytujı́ možnost monito-
rovat běh aplikace. Třı́dy umožňujı́, aby veškeré důležité události byly zapisovány
do log souboru.

• network Obsah tvořı́ třı́dy pro nacházenı́ výpočetnı́ch aplikacı́ v sı́ti a také třı́da
umožňujı́cı́ přidat výpočetnı́ uzel zadánı́m čı́sla portu a IP adresy. Zbylé třı́dy,
které zajišt’ujı́ komunikaci během prováděnı́ algoritmu, jsou umı́stěny ve společné
knihovně.

• ui V tomto balı́čku jsou umı́stěny všechny třı́dy, které vytvářı́ grafické uživatelské
rozhranı́. Součástı́ jsou také dva dalšı́ balı́čky dále oddělujı́cı́ některé prvky GUI.

– ui.dialog Obsahuje dialogová okna a třı́dy, které s nimi bezprostředně sou-
visı́.

– ui.validation Balı́ček je tvořen třı́dami použitými pro validaci dat, která
uživatel zadává.

Mezi velmi důležité třı́dy celého projektu patřı́ abstraktnı́ třı́da AlgorithmDriver a
jejı́ dva potomci, třı́dy BasicDEDriver a DistributedDEDriver. Jak již název samot-
ných třı́d napovı́dá, jde o třı́dy, které řı́dı́ zpracovánı́ algoritmu. Obě tyto třı́dy pochopi-
telně vykonávajı́ kód v jiném vlákně, aby nebylo narušeno napřı́klad ovládanı́ aplikace,
přı́padně dalšı́ funkce.

Úkolem třı́dy BasicDEDriver je rozeslat jednotlivým výpočetnı́m uzlům parametry
algoritmu zadané uživatelem a dále čekat, až jednotlivé uzly dokončı́ zpracovánı́. Třı́da
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poté přijme výsledky, které následně předá k dalšı́mu zpracovánı́ nadřazeným třı́dám.
Dalšı́m zpracovánı́m se zde rozumı́ předevšı́m grafické zobrazenı́ výsledků uživateli.

Za řı́zenı́ diferenciálnı́ evoluce, u nı́ž docházı́ k migraci jedinců, je zodpovědná třı́da
s názvem DistributedDEDriver. Jejı́ hlavnı́ úkoly lze přehledně shrnout v následujı́-
cı́m výčtu:

• Odeslánı́ parametrů jednotlivým výpočetnı́m uzlům. Součástı́ těchto parametrů je
také informace o tom, že bude prováděna paralelnı́ DE, dı́ky čemuž jednotlivé vý-
početnı́ uzly vı́, že po každém generačnı́m cyklu majı́ odeslat kopii svého nejlepšı́ho
jedince a čekat na zprávu od řı́dı́cı́ aplikace.

• Přijetı́ kopie nejlepšı́ch jedinců od všech výpočetnı́ch uzlů po každém generačnı́m
cyklu.

• Provedenı́ migrace po každém dokončeném evolučnı́m cyklu. Tento proces probı́há
tak, že pro každého přijatého jedince z daných subpopulacı́ je generováno náhodné
čı́slo, které je porovnáno s hodnotou parametru φ. Je-li náhodné čı́slo menšı́ než
tato hodnota, je patřičnému sousednı́mu uzlu odeslána zpráva s kopiı́ jedince a
s informacı́ o tom, že má být provedena migrace. V opačném přı́padě, tj. když
náhodné čı́slo nenı́ menšı́ než hodnota φ, je výpočetnı́mu uzlu rovněž odeslána
zpráva, která však obsahuje informaci o tom, že migrace neproběhne. Výpočetnı́
uzel tak vı́, že může provést dalšı́ evolučnı́ cyklus.

• Přijetı́ výsledků po dokončenı́ zadaného počtu generačnı́ch cyklů. Do všech subpo-
pulacı́ je odeslána ukončovacı́ zpráva, po jejı́mž přijetı́ výpočetnı́ aplikace ukončı́
zpracovánı́ algoritmu a odešle řı́dı́cı́ aplikaci výsledky. Ty jsou stejně jako v přı́padě
BasicDEDriver předány nadřazeným třı́dám k dalšı́mu zpracovánı́.

Výše uvedené třı́dy, tedyBasicDEDriver aDistributedDEDriver, jsou také zod-
povědné za zpracovánı́ chyb. Pokud na některém z výpočetnı́ch uzlů dojde k chybě nebo
pokud nebude možné odeslat některému z uzlů zprávu, třı́da tento stav detekuje a ode-
šle ostatnı́m uzlům chybovou zprávu s informacı́, že majı́ ukončit prováděnı́ algoritmu.
K této situaci dojde pouze v přı́padě PDE, jelikož jednotlivé uzly spolupracujı́ a nenı́ tak
možné ve vykonávánı́ algoritmu pokračovat. V přı́padě, že každý výpočetnı́ uzel zpraco-
vává algoritmus samostatně, dojde pouze k informovánı́ uživatele a k vyřazenı́ uzlu, na
němž došlo k chybě nebo se kterým nelze dále komunikovat. Ostatnı́ uzly dále pokračujı́
v prováděnı́ algoritmu.

Jak již bylo výše uvedeno, obě řı́dı́cı́ třı́dy jsou potomky abstraktnı́ třı́dy pojmenované
AlgorithmDriver, která obsahuje několik základnı́ch společných metod, které kon-
krétnı́ řı́dı́cı́ třı́dy využı́vajı́. V přı́padě, že by měl být v budoucnu projekt rozšı́řen o dalšı́
variantu distribuované DE, měla by být vytvořena třı́da, která by byla dalšı́m potomkem
abstraktnı́ řı́dı́cı́ třı́dy. V té by již nebylo nutné implementovat vše od základu, ale stačilo
by přidat pouze logiku souvisejı́cı́ s daným způsobem distribuované DE.
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6.2 Výpočetnı́ aplikace (Slave)

Oproti aplikaci řı́dı́cı́ neobsahuje výpočetnı́ aplikace grafické uživatelské rozhranı́, jeli-
kož nenı́ primárně určena pro práci s uživatelem. Jedná se tak o konzolovou aplikaci.
Skrze konzoli je možné provádět základnı́ ovládánı́ pouze pomocı́ několika základnı́ch
přı́kazů, které aplikace umı́ zpracovat.8 Veškeré dalšı́ chovánı́ aplikace je ovlivněno řı́dı́cı́
aplikacı́. Jediným hlavnı́m úkolem aplikace je přijı́mat zprávy od řı́dı́cı́ho uzlu, provádět
algoritmus diferenciálnı́ evoluce a výsledky odesı́lat zpět řı́dı́cı́ aplikaci.

Nastavenı́ aplikace se provádı́ přes konfiguračnı́ soubor. V tom lze nastavit čı́slo
portu, na němž bude aplikace naslouchat a dále skupinovou adresu a skupinový port pro
periodické odesı́lánı́ datagramů, které bylo zmı́něno v předchozı́ části této kapitoly.

Zdrojový kód aplikace je opět rozdělen do několika následujı́cı́ch balı́čků:

• algorithm Balı́ček obsahuje algoritmus diferenciálnı́ evoluce společně s třı́dami,
které jsou s vykonávánı́m algoritmu těsně spjaty.

• core Zde se nacházı́ třı́da pro čtenı́ nastavených hodnot v konfiguračnı́m souboru.
Dále jsou obsahem následujı́cı́ dva menšı́ balı́čky:

– core.commandObsahem balı́čku jsou třı́dy pro zpracovávánı́ základnı́ch přı́-
kazů. Ty mohou být zadány uživatelem přes konzoli, nebo mohou být přijaty
z řı́dı́cı́ aplikace.

– core.controller Zde jsou třı́dy, které zpracovávajı́ přijaté zprávy týkajı́cı́
se prováděnı́ algoritmu. Dále tyto třı́dy zahajujı́ prováděnı́ algoritmu a v přı́-
padě potřeby také připravujı́ zprávy s migrujı́cı́mi jedinci. Jinak řečeno, třı́dy
tvořı́ protějšek k řı́dı́cı́m třı́dám v řı́dı́cı́ aplikaci a ovládajı́ tak průběh celého
zpracovánı́ algoritmu.

• logging Podobně jako v řı́dı́cı́ aplikaci, i zde je tento balı́ček zodpovědný za
záznam událostı́ do log souboru.

• network V tomto balı́čku je umı́stěna třı́da pro periodické odesı́lánı́ datagramů
s informacı́ o tom, že je aplikace připravena provádět algoritmus, společně s čı́slem
portu, na kterém naslouchá. Tato stejná třı́da také odešle datagram v momentě, kdy
je aplikace regulérně ukončena. Obsahem datagramu je pouze informace o ukončenı́
aplikace, dı́ky čemuž dostane řı́dı́cı́ uzel oznámenı́, že s daným výpočetnı́m uzlem
již nemůže počı́tat. Dále balı́ček obsahuje třı́du, která má za úkol odpovı́dat řı́dı́cı́
aplikaci na zprávu, která je odeslána ve chvı́li, kdy se řı́dı́cı́ aplikace snažı́ najı́t
výpočetnı́ uzel přı́mým zadánı́m IP adresy a čı́sla portu. Poslednı́ třı́da, která je zde
umı́stěna, sloužı́ k odesı́lánı́ zpráv informujı́cı́ch o tom, že došlo k chybě při běhu
algoritmu.

• main Tento balı́ček obsahuje pouze jednu třı́du, která obsahuje i statickou metodu
main(String[] args), která tvořı́ vstupnı́ bod aplikace. Je zde provedena inici-
alizace všech potřebných objektů, které zajišt’ujı́ výše uvedené funkce a činnosti.

8Seznam dostupných přı́kazů společně s jejich vysvětlenı́m je uveden v přı́loze této práce.
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Nejdůležitějšı́ třı́dou je abstraktnı́ třı́da s názvem DifferentialEvolution na-
cházejı́cı́ se v balı́čku algorithm. Tato třı́da zajišt’uje prováděnı́ samotného algoritmu
DE. V projektu bylo implementováno 10 různých variant algoritmu, které jsou uvedeny
v tabulce 2. Vzhledem k tomu, že jednotlivé varianty se od sebe lišı́ pouze ve způsobu,
jakými jsou prováděny operace mutace a křı́ženı́, abstraktnı́ třı́da obsahuje prakticky vše-
chen potřebný kód pro zpracovánı́ algoritmu (vytvořenı́ populace, ohodnocenı́ jedince,
atd.). Pouze metody pro mutaci a křı́ženı́ jsou abstraktnı́ a jejich konkrétnı́ implementace
se nacházı́ v deseti třı́dách, které dědı́ z třı́dy abstraktnı́. Těchto deset třı́d představuje
jednotlivé varianty DE. Jelikož všechny tyto varianty použı́vajı́ bud’ binomické, nebo
exponenciálnı́ křı́ženı́, jsou v abstraktnı́ třı́dě dvě metody provádějı́cı́ oba typy křı́ženı́.
V rámci jednotlivých potomků abstraktnı́ třı́dy tak nenı́ nutné stále psát stejný kód pro
křı́ženı́, ale stačı́ použı́t jednu ze zmı́něných metod.

Výhodou tohoto návrhu je snadné přidánı́ nové varianty algoritmu. Za předpokladu,
že by se tato varianta lišila pouze ve způsobu křı́ženı́ či mutace, stačı́ přidat nového
potomka abstraktnı́ třı́dy a implementovat pouze dvě jednoduché metody.

Pro potřeby generovánı́ pseudonáhodných čı́sel v tomto projektu nebyla použita
standardnı́ třı́da java.util.Random. Mı́sto nı́ byl využit generátor Mersenne Twister,
který je součástı́ knihovny, jež byla v této aplikaci použita. Jedná se o knihovnu Apache
Commons Math a lze ji bezplatně stáhnout z adresy http://commons.apache.org/
proper/commons-math/.

6.3 Sdı́lená knihovna

Jedná se o projekt, který sám o sobě nenı́ spustitelnou aplikacı́. Výstupem tohoto projektu
s názvem DDE Common je jar soubor, který ke své činnosti využı́vajı́ obě výše předsta-
vené aplikace. Základnı́m úkolem knihovny je zpřı́stupnit oběma aplikacı́m třı́dy, které
sloužı́ pro jejich vzájemnou komunikaci. Ta probı́há vždy přes protokol TCP a zahajuje ji
vždy řı́dı́cı́ uzel.

6.3.1 Komunikace mezi aplikacemi

Komunikace probı́há prostřednictvı́m výměny zpráv, jež jsou reprezentovány pomocı́
objektů. Tyto objekty jsou poté odesı́latelem převedeny na proud bajtů, který je následně
odeslán přı́jemci. Ten si poté zrekonstruuje zpět původnı́ objekt. K zajištěnı́ tohoto procesu
je nutné, aby všechny třı́dy, reprezentujı́cı́ zprávy, byly serializovatelné. V programovacı́m
jazyce Java toho lze dosáhnout velmi snadno - stačı́, aby patřičná třı́da implementovala
rozhranı́ Serializable.

Základem všech zpráv je třı́da AbstractMessage. Samotný název napovı́dá, že se
jedná o abstraktnı́ třı́du, z nı́ž poté jednotlivé třı́dy, představujı́cı́ konkrétnı́ zprávy, dědı́.
V průběhu celé komunikace docházı́ k výměně celkem čtyř základnı́ch typů zpráv:

• Zprávy souvisejı́cı́ s průběhem diferenciálnı́ evoluce. Tyto zprávy jsou reprezento-
vány třı́dou DifferentialEvolutionMessage. Může se tak jednat napřı́klad o
zprávy obsahujı́cı́ parametry algoritmu, nebo napřı́klad zprávy s výsledkem.

http://commons.apache.org/proper/commons-math/
http://commons.apache.org/proper/commons-math/
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<<abstract>>
AbstractMessage

DifferentialEvolutionMessage

CommandMessage

ConnectionTestMessage

ErrorMessage

DDEDataMessage ParametersMessage ResultMessage

Obrázek 9: Diagram znázorňujı́cı́ třı́dy použité pro komunikaci

• Chybové zprávy. Ty jsou posı́lány v přı́padě, kdy dojde k nějaké chybě během
prováděnı́ algoritmu. Reprezentuje je třı́da ErrorMessage.

• Řı́dı́cı́ zprávy, pomocı́ nichž může řı́dı́cı́ uzel odesı́lat základnı́ přı́kazy jednotlivým
výpočetnı́m uzlům. Jedná se o objekty třı́dy CommandMessage.

• Zprávy, které jsou posı́lány ve chvı́li, kdy se řı́dı́cı́ aplikace snažı́ nalézt výpočetnı́
uzel přı́mým zadánı́m jeho IP adresy a čı́sla naslouchajı́cı́ho portu. Odpovı́dajı́cı́
třı́dou pro tyto zprávy je ConnectionTestMessage.

Výhodou tohoto návrhu je v přı́padě nutnosti snadné přidánı́ nového typu zprávy. Stačı́
pouze vytvořit novou třı́du rozšiřujı́cı́ AbstractMessage. Třı́dy starajı́cı́ se o samotné
odesı́lánı́ zpráv již nenı́ třeba nijak modifikovat.

Pro úplnost a detailnı́ přehled jednotlivých zpráv uvádı́me obrázek 9, který zachycuje
všechny aktuálně použı́vané komunikačnı́ zprávy.

Všechny třı́dy zajišt’ujı́cı́ komunikaci, společně s třı́dami reprezentujı́cı́ jednotlivé ko-
munikačnı́ zprávy, jsou umı́stěny v balı́čku communication. O samotné odesı́lánı́ a
přijı́manı́ zpráv se starajı́ třı́dy SenderThread a ReceiverThread, které vykonávajı́
svou činnost ve vedlejšı́ch vláknech, aby nebyly ovlivněny dalšı́ funkce.

6.3.2 Účelové funkce

Druhou skupinou třı́d, které sdı́lená aplikace obsahuje, jsou třı́dy představujı́cı́ účelové
funkce. Podobně jako u zpráv, i zde je vytvořena abstraktnı́ třı́da představujı́cı́ obecnou
účelovou funkci. Jde o třı́du OptimizationFunction, která obsahuje jednu abstraktnı́
metodu zvanou evaluate(Object[] parameters). Konkrétnı́ účelové funkce pak
rozšiřujı́ výše uvedenou obecnou třı́du a poskytujı́ vlastnı́ implementaci abstraktnı́ me-
tody. Dı́ky tomuto návrhu je opět velmi snadné přidat novou účelovou funkci. Nenı́
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potřeba zasahovat do zdrojových kódů výpočetnı́ ani řı́dı́cı́ aplikace, stačı́ pouze do sdı́-
lené knihovny přidat nového potomka třı́dy OptimizationFunction. Třı́dám je také
možno nastavit jejich jméno skrze instančnı́ proměnnou name, které se poté zobrazı́ v řı́-
dı́cı́ aplikaci u výběru účelové funkce. Vzhledem k tomu, že jsou účelové funkce umı́stěny
ve sdı́lené knihovně, řı́dı́cı́ aplikace vždy vı́, jaké funkce jsou k dispozici, čı́mž odpadá
výpočetnı́m aplikacı́m nutnost informovat řı́dı́cı́ uzel o dostupných účelových funkcı́ch.

Balı́ček s názvem optimizationfunction sdružuje všechny implementované úče-
lové funkce. Součástı́ tohoto balı́čku jsou i dvě jednoduché neuronové sı́tě, které byly
použity během experimentů. Jsou také potomky abstraktnı́ třı́dy představujı́cı́ obecnou
účelovou funkci a implementujı́ metodu pro výpočet fitness hodnoty jedince. Tato hod-
nota zde představuje globálnı́ chybu dané neuronové sı́tě.
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7 Testovacı́ funkce

V následujı́cı́ kapitole se seznámı́me s několika testovacı́mi funkcemi, které byly v rámci
této práce použity k ověřenı́, zda vytvořený algoritmus diferenciálnı́ evoluce funguje
správně. Obecně lze řı́ci, že potřebujeme-li otestovat výkonnost námi vytvořeného op-
timalizačnı́ho algoritmu, můžeme použı́t existujı́cı́ problémy, které již byly vyřešeny
pomocı́ jiných algoritmů. Výsledky testovaného algoritmu pak stačı́ jen porovnat s již
existujı́cı́mi výsledky. Druhým přı́stupem je použı́t již zmı́něné testovacı́ funkce, u nichž
je obvykle známa pozice globálnı́ho extrému. Tyto funkce navı́c disponujı́ mnoha vlast-
nostmi, které celý proces hledánı́ extrému značně ztěžujı́. Funkce mohou být nelineárnı́,
mohou obsahovat velké množstvı́ lokálnı́ch extrémů či mohou trpět různými patologiemi,
napřı́klad rovinou okolo pozice globálnı́ho extrému. [19]. V této práci byly experimenty
prováděny celkem na šesti testovacı́ch funkcı́ch. Jejich výčet je následujı́cı́:

• Ackleyho funkce

• Griewangkova funkce

• Rastriginova funkce

• Salomonova funkce

• Schwefelova funkce

• Sférická funkce (Sphere function)

Všechny výše zmı́něné funkce si dále v této kapitole představı́me. Společně s grafem
dané funkce pro dva argumenty uvedeme vždy i matematický zápis konkrétnı́ funkce,
interval, v němž ležı́ argumenty funkce a samozřejmě také pozici globálnı́ho minima.

7.1 Ackleyho funkce

Pro argumenty této testovacı́ funkce obvykle platı́ xi ∈ ⟨−32, 768; 32, 768⟩ pro všechna
i = 1, ..., D. Jedná se o multimodálnı́ funkci a jejı́ matematický zápis je:

f(x) = −a exp

− b


1
D

D
i=1

x2i


−exp


1
D

D
i=1

cos(cxi)

+ a+exp(1)

Doporučené hodnoty proměnných a, b a c jsou a = 20, b = 0, 2 a c = 2π. Pro globálnı́
minimum funkce platı́ f(x∗) = 0, kde x∗ = (0, ..., 0).
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Obrázek 10: Ackleyho funkce

7.2 Griewangkova funkce

Jedná se stejně jako v přı́padě Ackleyho funkce o multimodálnı́ funkci, pro jejı́ž argu-
menty platı́ xi ∈ ⟨−600; 600⟩ pro všechna i = 1, ..., D. Matematický zápis této funkce je
následujı́cı́:

f(x) =
D
i=1

x2
i

4000 −
D
i=1

cos


xi√
i


+ 1

Pro globálnı́ minimum funkce platı́ f(x∗) = 0, kde x∗ = (0, ..., 0).

7.3 Rastriginova funkce

Rastriginova funkce obsahuje velké množstvı́ lokálnı́ch extrémů, je tak vysoce multimo-
dálnı́. Všechny argumenty funkce ležı́ v intervalu ⟨−5.12; 5.12⟩ a je definována následujı́-
cı́m předpisem:

f(x) = 10D +
D
i=1

(x2i − 10cos(2πxi))

Hodnota globálnı́ho minima je stejná jako u předchozı́ch dvou funkcı́, tedy f(x∗) = 0,
kde x∗ = (0, ..., 0).
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Obrázek 11: Griewangkova funkce
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Obrázek 12: Rastriginova funkce
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Obrázek 13: Salomonova funkce

7.4 Salomonova funkce

Tato funkce je symetrická a je dalšı́m ze zástupců multimodálnı́ch funkcı́. Argumenty se
nacházı́ v intervalu ⟨−100; 100⟩. Matematické vyjádřenı́ je následujı́cı́:

f(x) =-cos(2π ·∥x∥) + 0, 1 ·∥x∥+ 1

∥x∥ =


D
i
x2i

Hodnota globálnı́ho minima je rovna nule a nacházı́ se v bodě (0, ..., 0). Opět tedy
můžeme psát f(x∗) = 0, kde x∗ = (0, ..., 0).

7.5 Schwefelova funkce

Předposlednı́ funkcı́, kterou si představı́me, je Schwefelova funkce. Obsahuje mnoho
lokálnı́ch extrémů a jejı́ matematický zápis vypadá následovně:

f(x) = 418, 9829 ·D −
D
i=1

xisin(

|xi|)

Argumenty funkce se pohybujı́ v intervalu ⟨−500; 500⟩. Globálnı́ minimum se nacházı́
v bodě (420, 9687; ...; 420, 9687) a jeho hodnota je 0.



45

−400 −200 0
200

400 −500

0

500

0

500

1,000

1,500

x1

x2

Obrázek 14: Schwefelova funkce

7.6 Sférická funkce (Sphere function)

Jedná se o poměrně jednoduchou unimodálnı́ funkci. Robustnějšı́ optimalizačnı́ algoritmy
by tak s touto funkcı́ neměly mı́t problém a měly by snadno najı́t globálnı́ extrém. Sférickou
funkci lze matematicky zapsat velmi snadno:

f(x) =
D
i=1

x2i

Pro argumenty sférické funkce platı́ xi ∈ ⟨−5.12, 5.12⟩ pro všechna i = 1, ..., D. Globálnı́
minimum lze vyjádřit: f(x∗) = 0, kde x∗ = (0, ..., 0)
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Obrázek 15: Sférická funkce
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8 Experimenty

Po dokončenı́ implementačnı́ části práce byly provedeny experimenty, které můžeme roz-
dělit na dvě části. Do prvnı́ části patřı́ experimenty, u nichž bylo použito šest testovacı́ch
funkcı́ představených v kapitole 7. Druhá část experimentů byla zaměřena na praktické
použitı́ diferenciálnı́ evoluce, konkrétně na nalezenı́ optimálnı́ kombinace vah neuronové
sı́tě. V této kapitole budou popsány obě části provedených experimentů a dále zde budou
prezentovány dosažené výsledky.

8.1 Experimenty na testovacı́ch funkcı́ch

Experimenty byly prováděny na celkem šesti testovacı́ch funkcı́ch, které jsou uvedeny
v kapitole 7. U každé funkce byly experimenty prováděny pro pět různých dimenzı́, jme-
novitě 2, 5, 10, 20 a 30. Cı́lem těchto experimentů bylo v prvnı́ řadě ověřit, zda vytvořený
algoritmus diferenciálnı́ evoluce pracuje správně, a dále byly experimenty provedeny za
účelem srovnánı́ výkonnosti klasické diferenciálnı́ evoluce s paralelnı́ DE, jejı́ž vysvětlenı́
je podáno v kapitole 4.2. Obě varianty algoritmu byly pro každou testovacı́ funkci a kaž-
dou jejı́ dimenzi spuštěny stokrát a ze zı́skaných výsledků poté byly vypočı́tány základnı́
statistické hodnoty, které si dále v textu pro každou použitou testovacı́ funkci uvedeme.
Konkrétně se jedná o následujı́cı́ hodnoty:

• minimálnı́ a maximálnı́ fitness hodnota nejlepšı́ho nalezeného jedince (bestmin a
bestmax)

• minimálnı́ a maximálnı́ fitness hodnota nejhoršı́ho nalezeného jedince (worstmin a
worstmax)

• průměrná fitness hodnota nejlepšı́ho a nejhoršı́ho jedince (µbest a µworst)

• směrodatná odchylka fitness hodnoty nejlepšı́ho a nejhoršı́ho jedince (σbest a σworst)

• minimálnı́ a maximálnı́ čas doby zpracovánı́ algoritmu v sekundách (timemin a
timemax)

• průměrná hodnota doby zpracovánı́ algoritmu v sekundách (µtime)

Parametry algoritmu byly nastaveny pro každou funkci a každou jejı́ dimenzi roz-
dı́lně, avšak vždy stejně pro DE a PDE. Nastavenı́ parametrů zachycuje tabulka 3, v nı́ž
jsou pro každou funkci a dimenzi uvedeny parametry NP, G, CR a F. V přı́padě PDE
zde NP představuje velikost jedné subpopulace. Migračnı́ parametr φ byl u PDE vždy
nastaven na hodnotu 0,2. Společným rysem pro všechny experimenty je varianta DE -
byla zvolena klasická varianta DE/rand/1/bin. U PDE bylo použito vždy 5 výpočetnı́ch
uzlů, které spolupracovaly na výpočtu. Všechny výpočetnı́ uzly byly z důvodu nedosta-
tečného množstvı́ PC spuštěny na jednom počı́tači, což ale na dosažené výsledky nemá
vliv. V přı́padě, že by byl každý výpočetnı́ uzel spuštěn na jiném PC, lišil by se pouze
čas potřebný k provedenı́ algoritmu, který by závisel předevšı́m na výpočetnı́m výkonu
jednotlivých PC a na přenosové rychlosti mezi řı́dı́cı́ aplikacı́ a výpočetnı́mi uzly.
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Dosažené výsledky jsou dále v textu prezentovány prostřednictvı́m tabulek 4 - 15.
Každá tabulka obsahuje výše uvedené statistické hodnoty pro všechny testované dimenze
dané funkce pro jednu variantu algoritmu, tedy DE nebo PDE.

Z tabulek s výsledky lze vyčı́st, že ve většině přı́padů se oběma typům algoritmu
podařilo nalézt hodnotu globálnı́ho extrému, nebo hodnotu tomuto extrému velmi blı́z-
kou. Ukázalo se, že mezi obtı́žnějšı́ funkce na optimalizaci patřı́ funkce Rastriginova,
Salomonova a Schwefelova. U Schwefelovy funkce je vidět, že klasická varianta DE ne
vždy našla globálnı́ extrém - u dimenzı́ 5, 20 a 30 došlo v některých přı́padech k tomu, že
se evoluce zastavila v lokálnı́m extrému s hodnotou přibližně 118,5. Svědčı́ o tom i vyššı́
průměrná fitness hodnota nejlepšı́ch nalezených jedinců. U paralelnı́ DE k uváznutı́ u
Schwefelovy funkce v lokálnı́m extrému nikdy nedošlo, populace se vždy dostala velmi
blı́zko ke globálnı́mu minimu.

2 5 10 20 30
Ackley NP = 10

G = 100
CR = 0,8
F = 0,5

NP = 25
G = 100
CR = 0,7
F = 0,3

NP = 50
G = 100
CR = 0,7
F = 0,2

NP = 100
G = 200
CR = 0,8
F = 0,2

NP = 150
G = 200
CR = 0,5
F = 0,15

Griewangk NP = 20
G = 100
CR = 0,9
F = 0,5

NP = 50
G = 100
CR = 0,4
F = 0,1

NP = 100
G = 150
CR = 0,4
F = 0,1

NP = 100
G = 200
CR = 0,6
F = 0,2

NP = 150
G = 300
CR = 0,6
F = 0,2

Rastrigin NP = 20
G = 100
CR = 0,2
F = 0,2

NP = 50
G = 100
CR = 0,3
F = 0,1

NP = 100
G = 200
CR = 0,3
F = 0,1

NP = 150
G = 300
CR = 0,3
F = 0,1

NP = 150
G = 450
CR = 0,3
F = 0,1

Salomon NP = 20
G = 100
CR = 0,75
F = 0,2

NP = 50
G = 100
CR = 0,75
F = 0,2

NP = 100
G = 200
CR = 0,75
F = 0,2

NP = 150
G = 300
CR = 0,75
F = 0,2

NP = 150
G = 350
CR = 0,75
F = 0,2

Schwefel NP = 20
G = 100
CR = 0,85
F = 0,75

NP = 50
G = 100
CR = 0,5
F = 0,2

NP = 100
G = 150
CR = 0,4
F = 0,1

NP = 100
G = 300
CR = 0,4
F = 0,1

NP = 150
G = 450
CR = 0,5
F = 0,1

Sphere NP = 10
G = 100
CR = 0,8
F = 0,3

NP = 25
G = 100
CR = 0,7
F = 0,2

NP = 50
G = 100
CR = 0,7
F = 0,2

NP = 100
G = 100
CR = 0,6
F = 0,2

NP = 150
G = 200
CR = 0,6
F = 0,15

Tabulka 3: Nastavenı́ parametrů algoritmu během testovánı́

V přı́padě PDE zde NP představuje velikost jedné subpopulace. Parametr φ byl u PDE vždy
nastaven na hodnotu 0,2.
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Dimenze 2 5 10 20 30
bestmin 0 0,00001005 0,00355854 0,00061866 0,00603074
bestmax 2,57992756 4,66199529 1,64878326 0,79379635 0,01206165
µbest 0,05270297 0,06356811 0,12478513 0,03509959 0,00914862
σbest 0,36293917 0,49278219 0,36626456 0,15563035 0,00132972
worstmin 0 0,00003835 0,00799764 0,0011874 0,01180078
worstmax 2,57992756 4,66199604 1,65879103 0,79386187 0,02229622
µworst 0,05270305 0,06377359 0,13717879 0,03601723 0,01656323
σworst 0,36293916 0,4927558 0,36372253 0,15546858 0,00225081
timemin 0,003 0,011 0,033 0,165 0,377
timemax 0,055 0,049 0,177 0,777 1,326
µtime 0,00696 0,01783 0,06252 0,28728 0,5503

Tabulka 4: Výsledky DE na Ackleyho funkci

Dimenze 2 5 10 20 30
bestmin 0 0,00000264 0,00147407 0,00028857 0,00481511
bestmax 0 0,00003108 0,00669048 0,00065939 0,00834165
µbest 0 0,00001239 0,00344509 0,00047555 0,0062684
σbest 0 0,00000583 0,0010042 0,00007975 0,00059191
worstmin 0 0,0000183 0,00501074 0,00051348 0,01010451
worstmax 0 0,00008472 0,01886466 0,00130539 0,01546127
µworst 0 0,00004644 0,00875782 0,00089517 0,01158592
σworst 0 0,00001689 0,00235825 0,00014408 0,00096464
timemin 0,284 0,274 0,302 0,81 1,16
timemax 2,034 1,001 1,022 2,148 2,71
µtime 0,38801 0,3164 0,33716 0,90646 1,24648

Tabulka 5: Výsledky PDE na Ackleyho funkci

Obecně lze tvrdit, že obě varianty algoritmu pracovaly na testovacı́ch funkcı́ch správně,
nicméně PDE v drtivé většině přı́padů nebyla nikdy horšı́ než klasická varianta.

8.2 Hledánı́ optimálnı́ kombinace vah neuronové sı́tě

Druhá část prováděnı́ experimentů byla zaměřena na demonstraci praktického využitı́
diferenciálnı́ evoluce. Cı́lem bylo najı́t optimálnı́ kombinaci vah jednoduché neuronové
sı́tě pro řešenı́ problému XOR. XOR, nebo také exkluzivnı́ disjunkce, je logická operace,
jejı́ž hodnota je pravda v přı́padě, když každá vstupnı́ hodnota má unikátnı́ hodnotu
v porovnánı́ s ostatnı́mi vstupy. Pravdivostnı́ tabulku funkce XOR zachycuje tabulka 16.

Pro řešenı́ problému byla vytvořena neuronová sı́t’ s jednou skrytou vrstvou, která
se skládala ze čtyř neuronů. Výstupnı́ vrstva obsahovala jeden neuron a vrstva vstupnı́
dva neurony. Každý neuron použı́val binárnı́ přenosovou funkci. Celá topologie sı́tě je
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Dimenze 2 5 10 20 30
bestmin 0 0,00494095 0,00000488 0,00001484 0,00000124
bestmax 0,04683502 0,27752851 0,07973418 0,03032969 0,00128971
µbest 0,00093509 0,04167801 0,02186513 0,00260928 0,00001907
σbest 0,00499614 0,04149177 0,01548071 0,00664573 0,00013179
worstmin 0 0,08289114 0,00015349 0,00007936 0,00000331
worstmax 0,04683502 0,62359731 0,38835129 0,11862972 0,01007806
µworst 0,00143089 0,28037157 0,14959327 0,00859049 0,00012379
σworst 0,00532407 0,11640664 0,07907837 0,02322802 0,0010106
timemin 0,006 0,028 0,106 0,181 0,616
timemax 0,363 0,126 0,427 0,743 1,719
µtime 0,02929 0,04186 0,18901 0,31005 0,83518

Tabulka 6: Výsledky DE na Griewangkově funkci

Dimenze 2 5 10 20 30
bestmin 0 0,0006081 0,0000563 0,00001237 0,00000057
bestmax 0 0,03556587 0,03459107 0,00110614 0,00000184
µbest 0 0,01547066 0,00881975 0,00004847 0,00000101
σbest 0 0,00737177 0,00686173 0,00010953 0,00000023
worstmin 0 0,04888057 0,00135489 0,00005227 0,00000168
worstmax 0 0,34145619 0,19312679 0,00531951 0,00000554
µworst 0 0,16932108 0,10342168 0,00019517 0,00000316
σworst 0 0,05745143 0,04786898 0,00052468 0,00000072
timemin 0,306 0,324 0,56 0,828 1,822
timemax 2,112 1,065 1,602 2,737 3,829
µtime 0,44841 0,36635 0,61008 1,00739 1,92412

Tabulka 7: Výsledky PDE na Griewangkově funkci

znázorněna na obrázku 16, z něhož je patrné, že sı́t’obsahuje celkem dvanáct vah, které
jsou označeny wxy, kde x představuje index neuronu a y index vstupu pro daný neuron.9

Hledánı́ optimálnı́ kombinace vah poté probı́halo pomocı́ diferenciálnı́ evoluce. Každý
jedinec obsahoval dvanáct parametrů, přičemž hranice parametrů byla nastavena v in-
tervalu ⟨−20, 20⟩. Fitness hodnota jedince reprezentovala globálnı́ chybu sı́tě. Trénovacı́
množina pro neuronovou sı́t’byla složena ze čtyř vstupnı́ch dvojic hodnot a čtyř odpovı́-
dajı́cı́ch výstupnı́ch hodnot (viz tabulka 16).

Po několika provedených experimentech byl nalezen jedinec, jehož fitness hodnota
se rovnala nule. Tı́m se podařilo minimalizovat globálnı́ chybu neuronové sı́tě. Váhy
v sı́ti tedy byly nastaveny podle parametrů tohoto nejlepšı́ho jedince a byla provedena
druhá část experimentu, jehož úkolem bylo ověřit, zda sı́t’dokáže správně klasifikovat i

9Dva neurony ve vstupnı́ vrstvě nejsou do tohoto indexovánı́ zahrnuty, jelikož vstupnı́ vrstva pouze
distribuuje vstup do skryté vrstvy.
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Dimenze 2 5 10 20 30
bestmin 0 0 0 0,00000582 0,00000049
bestmax 1,17736473 2,00152311 0,99738322 1,0024264 1,01119491
µbest 0,19716061 0,30982342 0,07964275 0,07999662 0,09980012
σbest 0,3922205 0,56095639 0,27136228 0,27011806 0,29905594
worstmin 0 0,00000008 0,00000003 0,00002452 0,00000163
worstmax 1,17736495 2,17573839 0,9981172 1,03367205 1,04355319
µworst 0,19716539 0,31264757 0,0796611 0,08171991 0,10049401
σworst 0,3922298 0,56648109 0,2713919 0,27095305 0,30025839
timemin 0,006 0,025 0,116 0,43 0,835
timemax 0,041 0,182 0,521 1,497 2,649
µtime 0,00977 0,04604 0,21576 0,61585 1,15032

Tabulka 8: Výsledky DE na Rastriginově funkci

Dimenze 2 5 10 20 30
bestmin 0 0 0 0,00000097 0,00000017
bestmax 0 0,00000065 0,00000012 0,00004598 0,00003284
µbest 0 0,00000004 0,00000001 0,0000104 0,0000045
σbest 0 0,00000009 0,00000002 0,00000873 0,00000529
worstmin 0 0,00000001 0,00000001 0,00000443 0,00000065
worstmax 0 0,00001682 0,00000122 0,00024804 0,00010826
µworst 0 0,00000138 0,00000018 0,00005677 0,0000158
σworst 0 0,00000256 0,0000002 0,00004719 0,00001808
timemin 0,278 0,299 0,737 1,463 2,467
timemax 0,852 1,035 1,954 3,451 7,424
µtime 0,30892 0,34979 0,79836 1,65699 2,77838

Tabulka 9: Výsledky PDE na Rastriginově funkci

neoriginálnı́ vstupnı́ vektory, např. (0,8; 0,2).
Tato část experimentu probı́hala tak, že byly postupně vyzkoušeny všechny vektory

s hodnotami v rozsahu ⟨0, 1⟩ s velikostı́ kroku 0,05 - (0; 0), (0,05; 0), ..., (1; 1). Jednotlivé
výstupy sı́tě byly porovnány s odpovı́dajı́cı́mi požadovanými výstupy, čı́mž bylo možné
stanovit procentuálnı́ hodnotu, která určuje úspěšnost, s jakou sı́t’ klasifikuje správně.
Z celkem 441 vstupnı́ch vektorů sı́t’klasifikovala 347 vektorů správně, což dává úspěšnost
klasifikace 78,68%. Tuto hodnotu jistě nelze považovat za špatnou, nicméně zároveň nám
tato hodnota ponechává dostatek prostoru pro dalšı́ vylepšenı́.

Za účelem dosaženı́ vyššı́ procentuálnı́ úspěšnosti klasifikace byl proveden dalšı́ expe-
riment, během něhož byla mı́rně pozměněna neuronová sı́t’. Topologie sı́tě zůstala stejná,
avšak přenosová funkce v neuronech skryté vrstvy byla změněna z binárnı́ na logistickou.
Binárnı́ funkce tak zůstala pouze v neuronu výstupnı́ vrstvy. Po této úpravě byl celý pro-
ces hledánı́ optimálnı́ kombinace vah zopakován. Algoritmu se poté opět podařilo nalézt
jedince s fitness hodnotou rovnou nule a parametry tohoto jedince byly znovu použity
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Dimenze 2 5 10 20 30
bestmin 0 0,09987335 0,09987335 0,10007712 0,19988042
bestmax 1,39987335 0,19987421 0,19987335 0,19988356 0,30003593
µbest 0,11737623 0,10094367 0,101054 0,1936491 0,25913445
σbest 0,20325322 0,00999858 0,01001905 0,02254536 0,04635188
worstmin 0 0,10450231 0,10761608 0,20623105 0,31675879
worstmax 1,39987335 0,40128066 0,23439648 0,35860055 0,50174656
µworst 0,11738709 0,17658301 0,18315359 0,27991868 0,40672209
σworst 0,20325055 0,06183099 0,04086113 0,03880582 0,03676076
timemin 0,002 0,008 0,054 0,233 0,355
timemax 0,015 0,018 0,14 0,418 0,606
µtime 0,00378 0,01296 0,09143 0,32848 0,45446

Tabulka 10: Výsledky DE na Salomonově funkci

Dimenze 2 5 10 20 30
bestmin 0 0,09987335 0,09987335 0,09987335 0,10002345
bestmax 0,09987335 0,09987372 0,09987336 0,19987335 0,19988435
µbest 0,02609644 0,09987337 0,09987335 0,14293911 0,19887508
σbest 0,04396895 0,00000006 0 0,04863226 0,00998501
worstmin 0 0,10039118 0,10023274 0,20014557 0,20563604
worstmax 0,09987335 0,12019293 0,11003788 0,21138671 0,31983668
µworst 0,02610163 0,10524778 0,10268712 0,20404871 0,2928173
σworst 0,04396607 0,00359626 0,00171663 0,00167683 0,02874689
timemin 0,24 0,256 0,596 1,159 1,448
timemax 0,357 0,499 0,773 1,497 4,674
µtime 0,2542 0,2696 0,63101 1,21648 1,63323

Tabulka 11: Výsledky PDE na Salomonově funkci

jako váhy upravené neuronové sı́tě. Byl zopakován experiment s neoriginálnı́mi vektory
a v tomto přı́padě již sı́t klasifikovala správně 399 vektorů. Jinými slovy, v porovnánı́
s předchozı́m experimentem se podařilo snı́žit počet chybně klasifikovaných vektorů
přibližně o jednu polovinu. Procentuálnı́ úspěšnost sı́tě během tohoto experimentu byla
90,48%, což již lze považovat za dostačujı́cı́.

Grafické znázorněnı́ úspěšnosti klasifikace obou neuronových sı́tı́ je znázorněno na
obrázku 17. V tabulce 17 jsou uvedeny nalezené hodnoty vah pro obě sı́tě.
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Vstup Výstup

w11
w12

w21

w22

w31

w32

w41

w42

w51

w52

w53

w54

Obrázek 16: Topologie neuronové sı́tě použité pro řešenı́ problému XOR
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Obrázek 17: Grafické znázorněnı́ úspěšnosti klasifikace neuronové sı́tě

Zelená barva představuje vektory, které sı́t’ klasifikovala správně, oproti tomu barva červená
představuje ty vektory, které sı́t’klasifikovala špatně. V levé části obrázku je grafické znázorněnı́
pro sı́t’, v nı́ž všechny neurony použı́valy binárnı́ přenosovou funkci. Pravá část obrázku graficky
znázorňuje úspěšnost klasifikace sı́tě, jejı́ž neurony ve skryté vrstvě použı́valy logistickou funkci.
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Dimenze 2 5 10 20 30
bestmin 0,00002546 0,00006389 0,00012909 0,00025461 0,00038183
bestmax 0,00002546 118,4384022 0,11141916 118,51053595 118,43871648
µbest 0,00002546 2,37172841 0,00234379 4,75753926 3,56147093
σbest 0 16,66450355 0,0148729 23,32676367 20,30454511
worstmin 0,00002546 0,00006795 0,00015145 0,00025474 0,00038183
worstmax 0,00002559 118,43889604 0,11595619 118,51056045 118,43871662
µworst 0,00002546 2,37581345 0,00274891 4,75755433 3,56147119
σworst 0,00000002 16,66398852 0,01608367 23,32676242 20,30454508
timemin 0,005 0,018 0,097 0,202 0,659
timemax 0,019 0,085 0,347 0,839 2,37
µtime 0,00904 0,03594 0,16303 0,32271 0,90732

Tabulka 12: Výsledky DE na Schwefelově funkci

Dimenze 2 5 10 20 30
bestmin 0,00002546 0,00006364 0,00012748 0,00025456 0,00038183
bestmax 0,00002546 0,00006845 0,00014769 0,00025516 0,00038184
µbest 0,00002546 0,000064 0,00013012 0,00025465 0,00038183
σbest 0 0,00000065 0,00000273 0,00000008 0
worstmin 0,00002546 0,00006409 0,00013132 0,00025461 0,00038183
worstmax 0,00002546 0,00016469 0,00028448 0,00025655 0,00038186
µworst 0,00002546 0,00007423 0,00015841 0,00025495 0,00038183
σworst 0 0,00001418 0,00002494 0,00000032 0,00000001
timemin 0,288 0,305 0,517 1,08 2,168
timemax 0,955 0,953 1,458 2,441 6,21
µtime 0,3328 0,33503 0,56174 1,14556 2,36431

Tabulka 13: Výsledky PDE na Schwefelově funkci

Dimenze 2 5 10 20 30
bestmin 0 0 0,00000044 0,00087891 0,00000163
bestmax 0,73456967 0,51664242 0,03437771 0,00367143 0,00000931
µbest 0,01708687 0,01630136 0,00057249 0,00212623 0,00000322
σbest 0,07946012 0,06876463 0,00355948 0,00068837 0,00000119
worstmin 0 0 0,00000174 0,00418238 0,00000478
worstmax 0,73456973 0,51665211 0,03451359 0,01466698 0,00001632
µworst 0,01708687 0,0163033 0,00059198 0,00773918 0,00000927
σworst 0,07946013 0,06876652 0,00357515 0,0021948 0,00000265
timemin 0,002 0,01 0,032 0,088 0,3
timemax 0,032 0,021 0,137 0,318 1,332
µtime 0,00415 0,01395 0,04917 0,15199 0,45902

Tabulka 14: Výsledky DE na sférické funkci
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Dimenze 2 5 10 20 30
bestmin 0 0 0,00000008 0,00048206 0,0000007
bestmax 0 0 0,00000076 0,00142828 0,00000212
µbest 0 0 0,00000027 0,00090213 0,00000133
σbest 0 0 0,00000014 0,00020488 0,00000024
worstmin 0 0 0,00000048 0,0026155 0,00000228
worstmax 0 0 0,00000374 0,00558673 0,00000637
µworst 0 0 0,00000156 0,0035983 0,0000041
σworst 0 0 0,00000071 0,0006114 0,00000069
timemin 0,331 0,328 0,339 0,413 1,059
timemax 0,965 0,969 1,011 1,425 2,524
µtime 0,36788 0,35898 0,37959 0,52621 1,20184

Tabulka 15: Výsledky PDE na sférické funkci

x1 x2 Výstup
0 0 0
0 1 1
1 0 1
1 1 0

Tabulka 16: Pravdivostnı́ tabulka funkce XOR

Experiment 1 Experiment 2
w11 3,1809 -1,8861
w12 -5,7916 1,1426
w21 -2,0998 -5,3073
w22 5,7639 -4,1488
w31 -8,8388 -2,5822
w32 4,8468 4,4775
w41 -10,7771 -7,6232
w42 4,6131 -18,6276
w51 7,1296 9,9899
w52 -7,004 -16,8894
w53 7,7793 -5,438
w54 1,6682 -9,7928

Tabulka 17: Nalezené hodnoty vah pro obě použité neuronové sı́tě

Při experimentu 1 byla použita sı́t’, jejı́ž všechny neurony použı́valy binárnı́ funkci. Při druhém
experimentu byla použita sı́t’, jejı́ž neurony ve skryté vrstvě použı́valy logistickou funkci.

Všechny hodnoty vah v této tabulce byly zaokrouhleny na čtyři desetinná mı́sta.
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9 Závěr

Cı́lem této práce bylo vytvořit platformě nezávislý distribuovaný algoritmus diferenciálnı́
evoluce s jeho následným otestovánı́m a ukázkou praktického využitı́. Pro tento účel
byl zvolen problém naučenı́ neuronové sı́tě neboli nalezenı́ optimálnı́ kombinace vah.
Dalšı́m cı́lem bylo seznámit čtenáře prostřednictvı́m tohoto textu s obecným principem
evolučnı́ch algoritmů a dále podat podrobné vysvětlenı́ algoritmu diferenciálnı́ evoluce
společně se zmı́nkou o možných vylepšenı́ch, přičemž důraz byl kladen na způsoby,
jimiž lze učinit algoritmus distribuovaným. Text navı́c seznamuje čtenáře velmi stručně
s problematikou neuronových sı́tı́, z důvodu jejich použitı́ během prováděnı́ experimentů.

Popis provedených experimentů společně s prezentacı́ dosažených výsledků je uve-
den v kapitole 8. Z prvnı́ fáze experimentů, které byly prováděny na šesti testovacı́ch
funkcı́ch, lze vyvodit závěr, že ve většině přı́padů bylo paralelnı́ zpracovánı́ DE úspěšnějšı́
než klasická varianta. Při paralelnı́m zpracovánı́ byly nalezeny pozice bližšı́ globálnı́m
extrémům, nicméně rozdı́l ve výsledcı́ch nelze považovat za nikterak velký. Obě varianty
algoritmu tak pracujı́ správně.

Druhou část experimentů tvořila praktická ukázka využitı́ algoritmu DE. Cı́lem zde
bylo vytvořit neuronovou sı́t’ řešı́cı́ problém XOR a následně najı́t optimálnı́ kombinaci
vah. V prvnı́ části tohoto experimentu se podařilo u neuronové sı́tě dosáhnout stavu, kdy
sı́t’klasifikovala správně v 78,68%. přı́padů. Při snaze dosáhnout ještě lepšı́ch výsledků
byla vytvořená sı́t’ mı́rně upravena a následně se již podařilo najı́t takovou kombinaci
vah, při které sı́t’klasifikovala s úspěšnostı́ 90,48%.

Pokud bychom se na vytvořené aplikace podı́vali z hlediska jejich možného dalšı́ho
rozšı́řenı́, zjistı́me, že je zde spousta prostoru pro dalšı́ úpravy a přidávánı́ nové funk-
cionality. Z hlediska samotného algoritmu diferenciálnı́ evoluce se nabı́zı́ hned několik
dalšı́ch úprav, které je možno provést. Jmenujme napřı́klad techniku dither a jither uve-
denou v části 3.7.1. Přidánı́m této úpravy by tak vznikl algoritmus paralelnı́ diferenciálnı́
evoluce, v nı́ž by jednotlivé subpopulace náhodně měnily svou hodnotu mutačnı́ kon-
stanty.

Dalšı́ možnou úpravou je přidánı́ nové ukončovacı́ podmı́nky algoritmu, jelikož
v současné verzi je implementováno ukončenı́ pouze po zadaném počtu generačnı́ch
cyklů. Jako inspirace pro různé možnosti ukončenı́ algoritmu sloužı́ kapitola 3.3.

V neposlednı́ řadě nelze opomenout možnost implementace dalšı́ho způsobu dis-
tribuovaného provedenı́ algoritmu, o nichž jsme se zmı́nili v kapitole 4. Aplikace by
samozřejmě mohla být rozšı́řena o některý z těchto způsobů, přı́padně i o dalšı́ varianty,
které nejsou v této práci uvedeny.

Pokud se oprostı́me od samotného algoritmu diferenciálnı́ evoluce, je zde také prostor
pro přidánı́ zcela jiného algoritmu. Jmenovat můžeme napřı́klad algoritmus SOMA (Self
Organizing Migrating Algorithm), ale zajisté by se našla celá řada dalšı́ch.

Opustı́me-li přehled možných vylepšenı́ vytvořených aplikacı́, můžeme se na algorit-
mus diferenciálnı́ evoluce podı́vat z hlediska jeho uplatněnı́ v každodennı́ch problémech
lidské činnosti. Nenı́ třeba zdůrazňovat, že potenciál využitı́ algoritmu je skutečně velký.
S jistou mı́rou nadsázky lze tvrdit, že diferenciálnı́ evoluci lze použı́t všude tam, kde kla-
sické deterministické algoritmy selhávajı́ nebo jsou z hlediska času velmi pomalé. Jedná
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se o složité optimalizačnı́ úlohy, které se dnes vyskytujı́ v celé řadě oborů a kterých stále
přibývá a mnohé z nich jsou čı́m dál složitějšı́ z pohledu jejich řešenı́. Vzhledem ke zvy-
šujı́cı́ se složitosti ale rozhodně nenı́ ztrátou času zabývat se dalšı́mi způsoby, jimiž lze
algoritmus upravit s cı́lem dosáhnout jeho lepšı́ výkonnosti. Mezi tyto způsoby rozhodně
patřı́ metody zajišt’ujı́cı́ paralelnı́ zpracovánı́ algoritmu, dı́ky kterému jsme schopni do-
sahovat lepšı́ch výsledků, nebo stejných výsledků v kratšı́m čase v porovnánı́ s klasickou
variantou algoritmu. Navı́c v dnešnı́m světě velmi modernı́ch technologiı́ nenı́ nedosta-
tek výpočetnı́ho výkonu, tudı́ž otázka paralelnı́ho zpracovánı́ nepředstavuje z hlediska
dostupného hardwaru a technologiı́ žádný problém.

Obecně lze tvrdit, že evolučnı́ algoritmy jsou v dnešnı́m světě velmi potřebné pro
řešenı́ širokého spektra problémů. Pokud toto tvrzenı́ ještě vı́ce zobecnı́me, můžeme dojı́t
k závěru, že biologicky inspirované metody a výpočty představujı́ velmi zajı́mavou a
potřebnou oblast informačnı́ch technologiı́, přičemž i s přihlédnutı́m k faktu, že v této
oblasti došlo k velkému vývoji a mnoho technik a principů je již objevených, stále nám
toto odvětvı́ ponechává dostatek prostoru pro dalšı́ výzkum a nacházenı́ nových postupů,
a proto je zcela jistě vhodné se touto problematikou dále zabývat.
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lpdocs/epic03/wrapper.htm?arnumber=4135309

[3] DE FALCO, Ivanoe, et al. Distributed differential evolution for the registration of
remotely sensed images. In: Parallel, Distributed and Network-Based Processing, 2007.
PDP’07. 15th EUROMICRO International Conference on. IEEE, 2007. p. 358-362.

[4] Differential Evolution (DE): for Continuous Function Optimization (an algorithm
by Kenneth Price and Rainer Storn). [online]. [cit. 2015-03-12]. Dostupné z: http:
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A Uživatelská přı́ručka

A.1 Výpočetnı́ aplikace

A.1.1 Spuštěnı́ aplikace

Pro spuštěnı́ aplikace je potřeba nejprve spustit přı́kazový řádek (přı́p. terminál) a po-
mocı́ přı́kazu cd změnit aktuálnı́ pracovnı́ adresář na adresář, v němž je umı́stěn soubor
DDE Slave.jar. Poté je nutné zadat následujı́cı́ přı́kaz:

java -jar DDE Slave.jar [name]

Nepovinný parametr name představuje jméno výpočetnı́ho uzlu a v přı́padě jeho zadánı́
se jedná o jméno, které bude zobrazeno v GUI řı́dı́cı́ aplikace.

Za předpokladu, že je na daném počı́tači nainstalováno Java SE Runtime Environment
ve verzi alespoň 1.7 (JRE), dojde po zadánı́ přı́kazu ke spuštěnı́ aplikace a objevı́ se textThe
slave is running. V přı́padě, že JRE nenı́ na daném počı́tači k dispozici, je možné
tento software bezplatně stáhnout pro celou řadu platforem ze stránek http://www.
oracle.com/technetwork/java/javase/downloads/jre7-downloads-1880261.
html.

A.1.2 Seznam dostupných přı́kazů

Je-li výpočetnı́ aplikace spuštěna, je možné ji ovládat pomocı́ několika základnı́ch přı́kazů.
Tyto přı́kazy jsou společně s jejich vysvětlenı́m uvedeny v tabulce 18. Dva z těchto přı́kazů,
konkrétně restart a quit, vyžadujı́ po jejich zadánı́ dodatečné potvrzenı́ uživatele,
které se provádı́ zadánı́m a potvrzenı́m znaku Y (Yes). K zamı́tnutı́ se použı́vá znak N
(No).

Přı́kaz Vysvětlenı́
port Vypı́še port, na němž aplikace naslouchá.
g-address Vypı́še použı́vanou skupinovou adresu pro odesı́lanı́ da-

tagramů skrze multicast.
g-port Vypı́še použı́vaný skupinový port pro odesı́lánı́ datagramů.
r-period Zobrazı́ časový interval v jednotkách ms, který určuje, jak

často aplikace odesı́lá datagram s informacı́ o tom, že je
připravena k prováděnı́ algoritmu.

help Vypı́še nápovědu.
restart Probı́há-li algoritmus, dojde k jeho přerušenı́. Aplikace se

tak dostane do stejného stavu jako při spuštěnı́.
quit Ukončı́ aplikaci.

Tabulka 18: Přı́kazy pro ovládánı́ výpočetnı́ aplikace

http://www.oracle.com/technetwork/java/javase/downloads/jre7-downloads-1880261.html
http://www.oracle.com/technetwork/java/javase/downloads/jre7-downloads-1880261.html
http://www.oracle.com/technetwork/java/javase/downloads/jre7-downloads-1880261.html
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A.2 Řı́dı́cı́ aplikace

Ke spuštěnı́ řı́dı́cı́ aplikace je stejně jako v přı́padě výpočetnı́ aplikace nutné, aby na daném
počı́tači bylo k dispozici JRE alespoň ve verzi 1.7. Dále je nutné opět spustit přı́kazový
řádek či terminál a přejı́t do adresáře, v němž se nacházı́ soubor DDE Master.jar.
Nakonec je potřeba zadat přı́kaz:

java -jar DDE Master.jar

Zadánı́m výše uvedeného přı́kazu dojde ke spuštěnı́ aplikace.

A.2.1 Ovládánı́ řı́dı́cı́ aplikace

Po úspěšném spuštěnı́ se objevı́ nové okno s názvem Distributed Differential Evolution
Algorithm. V rámci tohoto okna jsou k dispozici čtyři různé panely, přičemž ve výchozı́m
stavu je zobrazen panel pro výběr výpočetnı́ch uzlů. Obrázky 18 až 21 zobrazujı́ všechny
čtyři panely. U každého obrázku jsou detailně popsány všechny ovládacı́ prvky v GUI.

Po nastavenı́ parametrů, vzorového jedince, typu DE a po vybránı́ výpočetnı́ch uzlů
je možné zahájit algoritmus tlačı́tkem Start umı́stěném v dolnı́ části GUI. Pokud je vše
nastaveno správně, zobrazı́ se dialog s otázkou, kolikrát chceme algoritmus provést. Zde
zadáme čı́slo v rozsahu 1 - 500 a potvrdı́me spuštěnı́ algoritmu. Poté se zobrazı́ informačnı́
dialog informujı́cı́ uživatele o aktuálnı́m průběhu vykonávánı́ algoritmu. V přı́padě, že
během prováděnı́ algoritmu dojde k odpojenı́ některého z výpočetnı́ch uzlů, mohou nastat
dvě situace.

• prováděnı́ algoritmu se okamžitě zastavı́ - tato situace nastane v přı́padě, že byla
vybrána PDE

• prováděnı́ algoritmu bude pokračovat s menšı́m počtem výpočetnı́ch uzlů - tato
situace nastane v přı́padě, že byla vybrána základnı́ jednoduchá varianta distribu-
ované DE (v přı́padě, že se ale odpojı́ všechny výpočetnı́ uzly, dojde k ukončenı́
algoritmu)

Po dokončenı́ vykonávánı́ algoritmu se zobrazı́ okno s přehledem zı́skaných výsledků.
V přı́padě, že byl algoritmus z nějakého důvodu přerušen a je-li k dispozici alespoň část
výsledků, je uživatel dotázán, zda chce tyto výsledky zobrazit. Pokud zvolı́ zobrazenı́
těchto nekompletnı́ch výsledků, dojde také k zobrazenı́ okna s jejich přehledem.

Vzhled okna s výsledky je závislý na typu vybrané varianty distribuované DE. Ob-
rázek 22 znázorňuje okno s výsledky při použitı́ základnı́ varianty DE, obrázek 23 pak
zachycuje výsledky paralelnı́ diferenciálnı́ evoluce.

V přı́padě jednoduché distribuované varianty DE je na obrázku 22 vidět, že algoritmus
byl spuštěn celkem pětkrát, což lze vyčı́st z levého panelu (2). Dalšı́ panel (1) zachycuje
seznam všech výpočetnı́ch uzlů, které se na zpracovánı́ algoritmu podı́lely. Vybereme-li
některý z těchto uzlů, v panelu 3 se zobrazı́ detailnějšı́ informace o výsledku, který tento
uzel odeslal řı́dı́cı́ aplikaci. Z tohoto panelu lze vyčı́st nejlepšı́ a nejhoršı́ nalezenou fitness
hodnotu, dále parametry nejlepšı́ho jedince a také průběh vývoje nejlepšı́ho a nejhoršı́ho
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Obrázek 18: Řı́dı́cı́ aplikace - panel pro výběr výpočetnı́ch uzlů

1 - výběr účelové funkce; 2 - přepı́nánı́ čtyř základnı́ch panelů; 3 - seznam dostupných
výpočetnı́ch uzlů; 4 - manuálnı́ přidánı́ výpočetnı́ho uzlu (je třeba zadat IP adresu a čı́slo portu);
5 - informačnı́ výpisy pro uživatele; 6 - spuštěnı́ algoritmu; 7 - výběr, zda bude hledáno globálnı́
minimum či maximum; 8 - seznam vybraných výpočetnı́ch uzlů; 9 - tlačı́tko pro přesun aktuálně

vybraného výpočetnı́ho uzlu do seznamu vybraných uzlů; 10 - tlačı́tko pro přesun všech
dostupných výpočetnı́ch uzlů do seznamu vybraných uzlů; 11 - tlačı́tko pro přesun aktuálně

vybraného výpočetnı́ho uzlu zpět do seznamu dostupných uzlů; 12 - tlačı́tko pro přesun všech
výpočetnı́ch uzlů zpět do seznamu dostupných uzlů;
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Obrázek 19: Řı́dı́cı́ aplikace - panel pro nastavenı́ parametrů

1 - dimenze problému (počet parametrů jedince); 2 - velikost populace (v přı́padě PDE
představuje celkovou populaci, velikost sub-populace se určı́ automaticky); 3 - počet generačnı́ch

cyklů; 4 - práh křı́ženı́ CR; 5 - mutačnı́ konstanta F; 6 - parametr λ (pole je dostupné jen pro
varianty DE/rand-to-best/1/exp a DE/rand-to-best/1/bin); 7 - parametr φ pro nastavenı́

migrace (dostupné jen pro PDE); 8 - varianta DE;
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Obrázek 20: Řı́dı́cı́ aplikace - panel pro nastavenı́ vzorového jedince

1 - výběr typu parametru (reálný, celočı́selný, diskrétnı́); 2 - potvrzenı́ aktuálnı́ho nastavenı́
vzorového jedince; 3 - načtenı́ vzorového jedince ze souboru XML; 4 - minimálnı́ a maximálnı́
hodnota reálného parametru; 5 - minimálnı́ a maximálnı́ hodnota celočı́selného parametru; 6 -
výčet povolených hodnot diskrétnı́ho parametru, jednotlivé hodnoty se oddělujı́ střednı́kem;
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Obrázek 21: Řı́dı́cı́ aplikace - panel pro výběr typu distribuované DE

1 - každý výpočetnı́ uzel bude samostatně zpracovávat algoritmus DE; 2 - paralelnı́ diferenciálnı́
evoluce s migracı́ jedinců;
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Obrázek 22: Řı́dı́cı́ aplikace - panel s výsledky základnı́ verze DE

jedince. Oba tyto průběhy jsou poté pro přehlednějšı́ zobrazenı́ zaneseny do grafu, který je
umı́stěn v panelu 4. Na obrázku 23 jsou zobrazeny výsledky zı́skané pomocı́ PDE. V levé
části (1) lze opět vidět, že algoritmus byl spuštěn pětkrát. Vzhledem k tomu, že jednotlivé
výpočetnı́ uzly spolupracovaly při vykonávánı́ algoritmu, je k dispozici celkový složený
výsledek, který je v aplikaci označován jako Compound result. Tento výsledek je poté
prezentován v panelech 4, 6 a 7. Na panelu 6 je nejlepšı́ a nejhoršı́ zı́skaná fitness hodnota.
Pod těmito hodnotami se nacházı́ panel 7, v němž je zapsán celkový průběh vývoje
nejlepšı́ a nejhoršı́ hodnoty účelové funkce. Tyto hodnoty jsou zı́skány tak, že po každém
generačnı́m cyklu a po dokončenı́ migrace je vybrán vždy jeden nejlepšı́ a jeden nejhoršı́
výsledek ze všech subpopulacı́. V rámci panelu 4 jsou pak tyto hodnoty převedeny do
grafu, aby byl pohled na výsledky přehlednějšı́. Panely 2, 3 a 5 pak zachycujı́ totéž jako
panely 7, 6 a 4, jen s tı́m rozdı́lem, že se nejedná o celkový výsledek, ale o výsledky v
rámci jedné subpopulace.

A.2.2 Načtenı́ vzorového jedince z XML souboru

Definice vzorového jedince se provádı́ na panelu s označenı́m Specimen a existujı́ dvě
možnosti, jak může být jedinec vytvořen.

1. přı́mé zadánı́ parametrů prostřednictvı́m GUI aplikace

2. načtenı́ vzorového jedince ze souboru
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Obrázek 23: Řı́dı́cı́ aplikace - panel s výsledky PDE

Prvnı́ možnost je vhodná pouze pro přı́pady, kdy definujeme jedince s menšı́m počtem
parametrů. V přı́padě, že potřebuje jedince s mnoha parametry, je zadávánı́ skrze GUI po-
měrně zdlouhavé. Stejně tak pokud použı́váme daného vzorového jedince velmi často, je
z uživatelského hlediska celkem nepřı́jemné vkládat stejné parametry znovu při každém
spuštěnı́ aplikace.

Z těchto důvodů je možno vzorového jedince načı́st z XML souboru. Několik takových
XML souborů je již vytvořeno a umı́stěno na CD přiloženém k této práci. Pro potřeby
vytvořenı́ nového vzorového jedince je ale nutné popsat strukturu XML souboru, ze
kterého bude aplikace schopna jedince načı́st.

Kořenovým elementem v souboru musı́ být vždy <specimen>. Dále musı́ následo-
vat vnořené elementy <parameter> s atributem, který určuje, o jaký typ parametru
se bude jednat. Povolené hodnoty jsou real, int, discrete. Celočı́selný a reálný
parametr dále vyžaduje dva vnořené elementy <min> a <max>, pomocı́ nichž se určuje
minimálnı́ a maximálnı́ hodnota parametru. Diskrétnı́ parametr vyžaduje několik vnoře-
ných elementů <value>, jimiž se specifikujı́ povolené hodnoty. Následujı́ výpisy 1, 2, a
3, které znázorňujı́ zápis jednotlivých typů parametrů.
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1 <parameter type = ”real”>
2 <min>-10.5</min>
3 <max>10.5</max>
4 </parameter>

Výpis 1: Ukázka definice reálného parametru s rozsahem -10,5 až 10,5

1 <parameter type = ”int”>
2 <min>-5</min>
3 <max>5</max>
4 </parameter>

Výpis 2: Ukázka definice celočı́selného parametru s rozsahem -5 až 5

1 <parameter type = ”discrete”>
2 <value>1</value>
3 <value>2</value>
4 <value>3</value>
5 </parameter>

Výpis 3: Ukázka definice diskrétnı́ho parametru s hodnotami {1, 2, 3}

Nynı́ předpokládejme, že chceme definovat vzorového jedince se třemi parametry,
přičemž prvnı́ bude reálný v rozsahu -10,5 až 10,5, druhý celočı́selný v rozsahu -5 až 5 a po-
slednı́ parametr bude diskrétnı́. Povolené hodnoty budou {true, false, 1, 2, 3, January}.
Celý XML soubor by pak vypadal stejně jako ve výpisu 4.

1 <specimen>
2 <parameter type = ”real”>
3 <min>-10.5</min>
4 <max>10.5</max>
5 </parameter>
6 <parameter type = ”int”>
7 <min>-5</min>
8 <max>5</max>
9 </parameter>

10 <parameter type = ”discrete”>
11 <value>true</value>
12 <value>false</value>
13 <value>1</value>
14 <value>2</value>
15 <value>3</value>
16 <value>January</value>
17 </parameter>
18 </specimen>

Výpis 4: Ukázka XML souboru definujı́cı́ho vzorového jedince

A.3 Nastavenı́ aplikacı́ pomocı́ konfiguračnı́ch souborů

Základnı́ nastavenı́ obou aplikacı́ se provádı́ skrze jejich konfiguračnı́ soubory, které
musı́ být vždy umı́stěny ve stejném adresáři jako soubor pro spuštěnı́ dané aplikace.
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Konfiguračnı́ soubory majı́ název config.properties. V přı́padě výpočetnı́ aplikace
vypadá konfiguračnı́ soubor obdobně jako na výpisu 5.

1 GROUP_ADDRESS = 239.2.3.4
2 GROUP_PORT = 5454
3

4 REPORT_PERIOD = 10000
5 ENABLE_REPORTING = true
6

7 TCP_RECEIVING_PORT = 6604

Výpis 5: Ukázka konfiguračnı́ho souboru výpočetnı́ aplikace

GROUP ADDRESS a GROUP PORT představujı́ IP adresu a čı́slo portu pro zası́lánı́ da-
tagramů skrze multicast.REPORT PERIODurčuje v jednotkách milisekund, jak často bude
tento datagram odesı́lán, což se ale bude dı́t jen v přı́padě, že ENABLE REPORTING bude
nastaveno na hodnotu true. Hodnota TCP RECEIVING PORT definuje čı́slo portu, přes
který je aplikace připravena přijı́mat zprávy od řı́dı́cı́ aplikace.

Konfiguračnı́ soubor řı́dı́cı́ aplikace vypadá stejně jako ve výpisu 5, jen s tı́m rozdı́-
lem, že neobsahuje hodnoty REPORT PERIOD a ENABLE REPORTING. Význam zbylých
hodnot zůstává obdobný jako v přı́padě výpočetnı́ aplikace.
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B Přidánı́ nové účelové funkce

V kapitole zabývajı́cı́ se implementacı́ bylo uvedeno, že všechny účelové funkce jsou
umı́stěny ve sdı́lené knihovně. Pokud tedy chceme přidat novou účelovou funkci, je
třeba ji přidat do sdı́leného projektu. Ve vývojovém prostředı́ tedy otevřeme projekt
s názvem DDE Common a do balı́čku s názvem optimizationfunction přidáme no-
vou třı́du, která bude reprezentovat novou účelovou funkci. Tato třı́da musı́ být potom-
kem třı́dy OptimizationFunction, která obsahuje jednu abstraktnı́ metodu s názvem
evaluate. Tato metoda vracı́ typ double a očekává pole třı́dy Object, která byla pou-
žita záměrně, nebot’ne všechny funkce musı́ nutně vyžadovat pouze čı́selné argumenty.
Z toho vyplývá, že konkrétnı́ funkce si musı́ přijaté argumenty přetypovat na vhodný
datový typ.

Zkusme nynı́ vytvořit novou účelovou funkci, která bude očekávat čı́selné argumenty
a jejı́ matematický předpis bude následujı́cı́:

f(x) =
D
i=1

x3i

Z matematického zápisu je zřejmé, že se jedná o jednoduchou funkci, která pouze sečte
třetı́ mocniny všech svých argumentů. Zdrojový kód v Jazyku Java ve výpisu 6 ukazuje,
jak by třı́da definujı́cı́ výše uvedenou funkci mohla vypadat.

1 package skl0013.dde.common.optimizationfunction;
2

3 public class BasicFunction extends OptimizationFunction {
4

5 // Zadani nazvu funkce v tele konstruktoru neni povinne
6 public BasicFunction() {
7 name = ”Our basic function”;
8 }
9

10 @Override
11 public double evaluate(Object[] parameters) {
12 int lenght = parameters.length;
13

14 double output = 0;
15 for (int i = 0; i < lenght; i++) {
16 output += Math.pow((double)parameters[i], 3);
17 }
18 return output;
19 }
20 }

Výpis 6: Ukázka kódu jednoduché účelové funkce

Máme-li takto vytvořenou třı́du, je třeba provést ještě jednu mı́rnou úpravu ve zdrojo-
vém kódu knihovny. V balı́čkuoptimizationfunction se nacházı́ třı́daFunctionProvider,
což je velmi triviálnı́ třı́da s jednou statickou metodou. Metoda se jmenujegetAllFunctions(),
nemá žádné vstupnı́ argumenty a jejı́m návratovým typem je pole účelových funkcı́. Již
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samotný název metody napovı́dá, že nedělá nic jiného, než že vrátı́ pole všech dostup-
ných účelových funkcı́. Tělo této metody je tedy potřeba pouze upravit tak, aby vracela i
naši nově vytvořenou účelovou funkci. Úprava je velmi snadná, ale pro úplnost uvádı́me
ve výpisu 7 i ukázku zdrojového kódu. Na řádku 17 tohoto výpisu je vidět přidánı́ nově
vytvořené účelové funkce.

1 package skl0013.dde.common.optimizationfunction;
2

3 import java.util.Arrays;
4

5 public class FunctionProvider {
6

7 public static OptimizationFunction[] getAllFunctions() {
8 OptimizationFunction[] functions = new OptimizationFunction[]{
9 new AckleyFunction(),

10 new GriewangkFunction(),
11 new RastriginFunction(),
12 new SchwefelFunction(),
13 new SphereFunction(),
14 new SalomonFunction(),
15 new XorNeuralNetworkBinary(2),
16 new XorNeuralNetworkLogistic(2),
17 new BasicFunction()
18 };
19 Arrays.sort(functions);
20 return functions;
21 }
22 }

Výpis 7: Ukázka metody, která vracı́ pole účelových funkcı́

Po přidánı́ nové funkce do metody getAllFunctions() je veškerá potřebná im-
plementace dokončena a je nutné celý projekt znovu přeložit a vytvořit tak novou verzi
výstupnı́ho .jar souboru. Tento soubor je poté potřeba přidat k projektům DDE Master
a DDE Slave, které následně stačı́ znovu zkompilovat a vytvořit jejich nové spustitelné
.jar soubory. Zdrojový kód obou aplikacı́ nenı́ třeba žádným způsobem modifikovat.
Po vytvořenı́ nových spustitelných souborů je celý proces přidánı́ nové účelové funkce
dokončen. Obě aplikace majı́ k dispozici stejnou novou verzi sdı́lené knihovny, takže jsou
schopny pracovat s nově vytvořenou účelovou funkcı́.
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C Obsah přiloženého CD

Součástı́ této práce je přiložené CD, na němž se nacházı́ několik adresářů. Popis adresářové
struktury společně s vysvětlenı́m, co dané adresáře obsahujı́, je následujı́cı́:

• documentation

– pdf - dokumentace ke zdrojovému kódu ve formátu PDF

– html - dokumentace ke zdrojovému kódu ve formátu HTML

• source codes - obsahuje dalšı́ tři adresáře, v nichž jsou umı́stěny zdrojové kódy;
jedná se o projekty vývojového prostředı́ IntelliJ IDEA

– master - zdrojový kód řı́dı́cı́ aplikace

– slave - zdrojový kód výpočetnı́ aplikace

– common - zdrojový kód sdı́lené knihovny

• results - výsledky zı́skané během prováděnı́ experimentů

• specimens - XML soubory se vzorovými jedinci

• text - text této práce ve formátu PDF

• applications

– master - obsahuje spustitelný jar soubor řı́dı́cı́ aplikace

– slave - obsahuje spustitelný jar soubor výpočetnı́ aplikace
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