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Abstrakt

Cílem této diplomové práce je naimplementovat algoritmus diferenciální evoluce, na kte-
rém jsou využity pseudonáhodné a chaotické generátory čísel. Poté analyzovat jednotlivé
generátory v sadě experimentů.
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Abstract

The thesis aims to implementation of differential evolution, using both standard and
chaotic pseudo-random number generators. In another part of the thesis generators were
tested by a set of experiments.
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1 Úvod

V součastné době je výpočetní technika velice rozsáhlým nástrojem využívaným při řešení
výpočetních postupů. V posledních desetiletích si můžeme všimnout velkého rozmachu
využívání nových numerických optimalizačních metod. Tyto metody jsou výpočetně ná-
ročnější, ale dnešní výpočetní technika se vyvíjí tak rychlým způsobem, že použití těchto
metod není dostupné jenom na nejvýkonnějších laboratorních počítačích, ale je rovněž
možné je využít i na standardních dostupných počítačích. Výhodou optimalizačních me-
tod je kladení velkého důrazu na nastavení a omezení počátečních podmínek. Dalšími
požadavky mohou být ekonomického popřípadě jiného charakteru.

Dnešní výpočetní výkon počítačů spolu s dostupnými softwarovými produkty umožňuje
řešit složité optimalizační úlohy s využitím evolučních algoritmů. Výhodou těchto al-
goritmů je jejich snadná aplikace na řešený problém. Nevýhodou bývá velice vysoká
časová náročnost, která je způsobena vykonáním velkého množství kroků při hledání op-
timálního řešení. Jelikož řešíme konkrétní problém při vhodném nastavení počátečních
podmínek lze dosáhnout požadovaných výsledků velice rychle.
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2 Úvod do evolučních algoritmů

Protože hlavním cílem diplomové práce je právě využití jednoho z evolučních algoritmů
(EA), budu se snažit v této kapitole nastínit funkčnost a historii evolučních algoritmů.

První zmínky o evolučních algoritmech jsou datovány do poloviny 70. let (Holland,
1975), kdy se poprvé objevily genetické algoritmy, což je podmnožina evolučních algo-
ritmů. Popřípadě ještě dříve byly použity takzvané evoluční strategie, které můžeme také
zařadit do evolučních algoritmů, a to v polovině 60. let pány Rechenberg - 1973, Schwefel -
1977. Pokud však vezmeme v úvahu všechna fakta a znalosti o tom jak evoluční algoritmy
fungují, můžeme říct, že jejími zakladateli byli již takové osobnosti jako A. M. Turing, N.
A. Barricelli a jiní. Už v jejich době byly formulovány a nadefinovány principy, které jsou
totožné s principy evolučních algoritmů, avšak nebylo možné je realizovat. To bylo zřejmě
zapříčiněno nedostatkem výkonné výpočetní techniky.

Evoluční techniky jsou založeny na numerických algoritmech, které se opírají o zá-
kladní principy Darwinovy a Mendelovy teorie evoluce. Její hlavní podstata spočívá v
předávání rodičovských genomů novým potomkům, přičemž poté rodiče sami zaniknou
a nechají životní prostor svým ”dětem“. Tento nový prostor, který vznikl, se dá označit
jako jedna generace potomku. Platí zde pravidlo, že každá generace je minimálně stejná
anebo lepší než generace předchozí.

Pokud se budeme opírat o Darwinovu a o Mendelovu teorii evoluce, je uznávané
evoluční dogma, podle kterého se nové druhy vyvíjejí tak, že z rodičů jsou plozeni potomci,
kteří při svém vzniku podléhají mutacím svým rodičů. Z celé generace jsou vybrání jenom
ti nejsilnější a nejlepší potomci, kteří vytvoří novou populaci. V tomhle okamžiku se oni
sami stávají rodiči a celá evoluce se opakuje. Schéma principu evoluce je znázorněné na
obr. 1. Výše zmíněný postup je přenesený do výpočetních metod, který je popsán v dalším
odstavci[1].
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Obrázek 1: Obecný cyklus evolučního algoritmu. [1]
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Při použití evolučních algoritmů pro účely reálného použití je postup podle obrázku
1 následující:

1. Vymezení parametrů evoluce: každý algoritmus musí mít nadefinované parame-
try, které řídí jeho běh, popřípadě je při splnění ukončovacích podmínek ukončí.
Jako kriteria můžeme mít například počet cyklů. Ve stejném okamžiku musí být
zvolena i účelová funkce, které se budeme podrobněji věnovat v kapitole o dife-
renciální evoluci. Další nezbytnou součástí je takzvaná vhodnost (anglicky fitness),
která ohodnotí vhodnost každého jedince vůči účelové funkci. Účelovou funkcí je
obvykle matematický model, který popisuje problém, jež je potřeba vyřešit, a jehož
minimalizace či maximalizace vede k vyřešení problému. Funkce je tedy ekvivalen-
tem ”životního prostředí“ v něm vyhodnocujeme kvalitu aktuálních jedinců.

2. Generování prvotní populace: podle počtu optimalizovaných argumentů účelové
funkce a kritérií, které jsou stanoveny uživatelem, je vygenerována prvotní populace
jedinců. V matematickém zápisu je jedinec vyobrazen jako vektor čísel, který nese
tolik složek, kolik je optimalizovaných parametrů účelové funkce. Každá složka je
nastavená náhodně, tím pádem každý jedinec představuje jedno konkrétní řešení
daného problému. Jak již bylo řečeno dříve, množině jedinců se říká populace.

3. Každý jedinec je ohodnocen skrze námi definovanou účelovou funkci a každému
se buď přiřadí hodnota vrácená účelovou funkcí anebo vhodnost, což je upravená
hodnota účelové funkce.

4. Výběr rodičů podle jejich kvality (vhodnosti nebo hodnoty účelové funkce), popří-
padě i podle dalších kritérií.

5. Křížením rodičů jsou tvořeni noví potomci, avšak proces křížení je u každého algo-
ritmu odlišný. Například u genetického algoritmu jsou přehozeny části rodičů a u
diferenciální evoluce je křížení jistou vektorovou operací.

6. Každý potomek je zmutován. Nový jedinec je pozměněn pomocí vhodného náhod-
ného procesu. Tento krok je stejný jako u biologické mutace genů jedince.

7. Každý nově vzniklý jedinec je ohodnocen stejně, jako je tomu v kroku č. 3.

8. Nyní jsou vybráni nejlepší jedinci.

9. Nejlepší jedinci vytvoří novou populaci.

10. Stará populace je zapomenuta a na její místo nastupuje populace nová. Celý proces
se opakuje od kroku č. 4.

Jak zde můžeme vidět, i ve výpočetní technice lze uplatňovat evoluční techniky. Tyto
techniky nám mohou pomoci vyřešit optimalizační problémy, na které by normální algo-
ritmy nestačily, nebo by byly tak časově náročné, že najít jejich nejlepší řešení by nebylo v
rozumném časovém úseku možné.[1]
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3 Diferenciální evoluce

První veřejná prezentace diferenciální evoluce (DE) proběhla v roce 1995 panem R. Stor-
mem a K. V. Pricem v Technical Report[2] . Následující rok byl na First Internation Contest
on Evolutionary Computation – 1stICEO (První mezinárodní soutěž vývojových výpočtů)
vyhlášen jako třetí nejlepší genetický algoritmus pro nalezení řešení reálných hodnot tes-
tovaných funkcí. Na prvních dvou pozicích se umístily non-genetické algoritmy(GA), sice
nebyly univerzální, ale dokázaly zoptimalizovat testovanou funkci rychleji než DE.

Diferenciální evoluce je velice jednoduchý algoritmus, který je schopen nalézt popu-
laci možných řešení založený na reálné ohodnocovací nebo také účelové funkci. Později
si ukážeme, že dobrá formulace funkce je nesmírně důležitý krok pro správnou a rychlou
konvergenci k finálnímu správnému řešení. DE algoritmy mají rychlost konvergence při
porovnání s klasickými algoritmy viditelně menší a proto je téhle problematice věnována
vysoká pozornost. Proto tedy byl další vývoj tohoto algoritmu poznamenán snahou vyle-
pšit a zvýšit jeho účinnost pomocí zrychlení konvergence, která byla hlavním nedostatkem
tohoto algoritmu.

Bylo zpracováno mnoho teorií na toto téma, ze kterých vyplývalo, že další vhodný
postup je dopracovat do DE klasickou negradientní metodu optimalizace. T. Rogalský ve
spolupráci s R. W. Derksenem napsali v roce 2000 článek[3], ve kterém je popsán DE kom-
binovaný s metodou Downhill Simplex. Nově vzniklá metoda byla pojmenována tvůrci
jako HDE (Hybridized Differential Evolution) algoritmus. Autoři uvádějí, že lze dosáh-
nout až 50% zlepšení DE. Jak můžeme vidět modifikovaných DE algoritmů je mnoho,
avšak další modifikace nejsou obsahem této diplomové práce, tudíž se v následující kapi-
tole budeme věnovat pouze základní DE. Blíže si nastíníme reálnou realizaci algoritmu,
její matematický popis a funkčnost. Dané popisy jsou publikovány například v [1] a[4].

3.1 Diferenciální evoluce a její matematický zápis

Algoritmus pracuje s generacemi jedinců, kteří jsou reprezentováni reálnou hodnotou a
jsou složeni do vektorů. Před samotným spuštěním DE algoritmů je potřeba vygenerovat
náhodnou prvotní populaci PG = 0 o NP D-dimenzionálních vektoru (jedinců) xi,j,G:

PG = {x→1,G, x→2,G, ..., x→j,G, ..., x→NP,G}, x→j,G = xi,j,G

xi,j,G=0 = x
(lo)
i + randi[0, 1] ∗ (x(hi)i − x

(lo)
i )

j = 1, 2, ..., NP,NP ≥ 4, i = 1, 2, ..., D

(1)

kde x
(lo)
i je spodní a x

(hi)
i horní mez povolených hodnot.
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Jak můžeme vidět, velikost parametrů jedinců je ohraničena zdola x
(lo)
i a shora x

(hi)
i .

Důvodem je získání pouze takových řešení v námi nadefinovaném rozmezí. Dolní index
i určuje, že každé nově generované náhodné číslo je generováno pro každou hodnotu i.
Pokud dolní index je j, poté je náhodné číslo generováno pouze jedenkrát pro každého
jedince z populace. Výraz randi[0, 1] znázorňuje náhodnou proměnnou v rozmezí od 0
do 1. Poté dostáváme podmínku:

x
(lo)
i ≤ xi ≤ x

(hi)
i , i = 1, ..., D. (2)

Po vytvoření náhodné prvotní populace, se DE provede tolikrát, kolik máme počtů
generací G = 1, 2, 3, .., Gmax, kde při každé tvorbě nové populace je využito mutace,
rekombinace a selekce. DE využivá k vytvoření ”zkušebního“ vektoru jak mutace tak i
rekombinace, která je aplikována na každý ”rodičovský“ vektor, jak můžeme vidět na
následujícím příkladu:

r1, r2, r3 ∈ {1, 2, ..., NP},
(náhodný výběr, kromě: r1 ̸= r2 ̸= r3 ̸= j)
irand = int(randj [0, 1] ∗D) + 1
for(i = 1; i ≤ D; i = i+ 1)
{
if(randi[0, 1] < CR ∨ i = irand)
ui,j,G+1 = vi,j,G+1 = xi,r3,G + F ∗ (xi,r1,G − xi,r2,G)

else ui,j,G+1 = xi,j,G
}

(3)

r1, r2, r3 jsou tři nahodně vybraní jedinci ze stejné populace v dané generaci, kteří jsou
reprezentováni vektory a jsou navzájem od sebe odlišní a zároveň jsou odlišní od j, což je
vektor ”rodiče“. Podle této interpetace musí být splněna podmínka z def. 1 kde NP (ve-
likost populace) musí být vetší nebo rovno čtyřem. Mezi takto dvěma vybranými jedinci
provedeme jejich tvz. diferenci, to znamená že odečteme rozdíl hodnot obou vektorů.
Po této operaci získáme ”rozdílový vektor“, který přenásobíme násobnou konstantou F
(mutační konstanta). Jak si můžeme všimnout, pokud randi[0, 1] je menší než CR nebo-li
i = irand, poté je potomek kombinací tří náhodně vybraných vektorů, v opačném případě
vznikne potomek, který je stejný jako jeho rodiče. Z toho důvodu je vložena podmínka
i = irand , která zajistí rozdílnost nového potomka, alespoň v jedné proměnné vektoru.
CR a F jsou uživatelsky nastavitelné proměnné.

F – mutation amplification (mutační konstanta) – je reálná hodnota v intervalu [0; 1],
která zmenší čí zvětší všechny parametry našeho rozdílového vektoru. Poté následuje tvz.
mutace, která spočívá v součtu námi získaného váhového vektoru a posledního třetího
jedince. Výstupem této operace je tvz. noisy vector ”šumový vektor“, který bude dále
použit při dalším kroku křížení (CR).

CR – crossover faktor(práh křížení)- je reálná hodnota v intervalu [0; 1] která udává
pravděpodobnost, že ”gen“ našeho získáného šumového vektoru se bude moci zkřížit s
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genem námi porovnavaného jedince. Takže křížení je zde opět náhodný proces. Výsled-
kem křížení získáme ”testovací vektor“ (trial vector).

Proměnné CR a F dokážou ve velké míře ovlivnit rychlost konvergence. Při hledání
jejich optimálních hodnot neexistuje pravidlo, které určuje správné nastavení hodnot,
pro námi potřebnou cílovou funkci. Dalším ovlivňujícím faktorem je i velikost populace
NP , která dokáže ve veliké míře ovlivnit faktory CR a F a mít vliv na celkovou rychlost
konvergence k nalezení úspěšného řešení. Proto proměnnéCR,F aNP hledáme metodou
pokus – omyl a snažíme se najít nejvhodnější nastavení pro daný problém. Avšak existují
jistá doporučení pro nastavení.

F – hodnotu proměnné se doporučuje nastavit v rozmezí F = 0, 4–0, 8. Nižšími
hodnotami dosáhneme předčasné konvergence, naopak vyššími dosáhneme stagnace
populace[6].

CR – hodnotu proměnné se doporučuje nastavit v rozmezí CR = 0, 5–0, 8 . Nižšími
hodnotami zpomalujeme nalezení řešení, a naopak vyššími zvyšujeme riziko stagnace
populace, a snížíme počet možných nalezených řešení[6].

NP – proměnná, která zajišťuje velikost populace v každé generaci. Hodnota para-
metru je uváděná v publikacích jako násobná hodnota nezávisle optimalizovaných pro-
měnných D. V publikaci [5] je doporučená hodnota nastavení NP = 20D. Jiná publikace
[6] uvádí doporučené nastavení parametru NP = 10D. Nastavení parametru NP na hod-
noty vyšší než je uváděno v publikacích nemusí být špatně, větší velikost populace může
snížit riziko stagnace, avšak celková náročnost algoritmu se znásobí. Což vede k delšímu
výpočetnímu času, přičemž nalezení správného řešení je oddáleno. Naopak velikost po-
pulace nabývajících nízkých hodnot může vést k předčasné konvergenci, čímž snižujeme
možnost nalezení správného řešení. I přesto volba populace je velice individuální a není
možné přesně stanovit její velikost, pouze doporučit počáteční nastavení.

Nyní již máme vygenerovaný testovací vektor, který nám určuje jedno možné řešení.
Na vektor je uplatněná ohodnocovací tvz. účelová funkce K. Tato funkce přiřadí na-
šemu testovacímu vektoru reálnou hodnotu a odpovídá odchylce zadaných požadavků.
Následně je daná hodnota porovnávána s hodnotou rodičovského vektoru. Pokud při po-
rovnání nastane, že hodnota zkušebního vektoru bude mít lepší výsledek účelové funkce
než rodičovský vektor bude umístěn do následující generace. Naopak pokud dosáhne
horšího výsledku, bude zahozen a do nové generace postoupí sám rodič. Tento krok se
nazývá selekce. Matematicky lze výše zmíněný postup zapsat následovně :

x⃗j,G+1 =


u⃗j,G+1 pokud K(u⃗j,G+1) ≤ K(x⃗j,G),

x⃗j,G jinak .
(4)

Výše uvedeným postupem vygenerujeme celkový počet jedinců do nové populace v
následující generaci. Máme zajištěno, že každá generace bude lepší než předchozí a DE
algoritmus pobězí tak dlouho, dokud nenastane jedna z následujících možností:

• Není nalezeno řešení

• Algoritmus je ukončen omezujícími podmínkami (vygenerovaní konečného počtu
generací)
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Při spojení formulí 1, 2,3 a 4 dohromady získáme základní verzi DE algoritmu, který
je v publikacích označován DE/rand/1/bin . Tato verze DE algoritmu je použita i v této
diplomové práci při experimentech.
Vstup: D, Gmax, NP ≥ 4, F ∈ (0, 1⟩ , CR ∈ [0, 1] a počáteční omezení: x(lo)i , x(hi)i .

Inicializace :


∀j ≤ NP ∀i ≤ D : xi,j,G=0= x

(lo)
i + randi [0, 1] ·


x
(hi)
i − x

(lo)
i


j = {1, 2, . . . , NP} , i = {1, 2, . . . , D} , G = 0, randi [0, 1] ∈ [0, 1]

(5)

While G < Gmax

∀j ≤ NP



Mutace a rekombinace :
r1, r2, r3 ∈ {1, 2, . . . , NP} , nahodny vyber, krome r1 ̸= r2 ̸= r3 ̸= j

irand = {1, 2, . . . , D} , nahodny vyber pro kazde j

∀i ≤ D : ui,j,G+1=


xi, r3,G + F · (xi, r1,G − xi, r2,G )
if ( rand1 [0, 1] < CR i = irand)

xi, j,G jinak
Vyber :

−→x j, G+1 =

 −→u j, G+1 if K (−→u j, G+1) ≤ K (−→x j, G)−→x j, G jinak
G = G+ 1

[1]

3.2 Druhy diferenciální evoluce

Vysvětlili jsme si základní DE algoritmus, který je označován jako DE/rand/1/bin. Vy-
světlíme si, co jednotlivé značení znamená a s jakými variantami se lze ještě setkat. Detailní
popis si uvedeme u základního algoritmu, který je využíván v diplomové práci a ostatní
modifikace pouze zmíníme, ať si čtenář může udělat obrázek, že DE algoritmů je celá
řada. Popis jednotlivých modifikací, které jsou zde jenom zmíněny lze nalézt v literatuře
[5] a [7].

3.2.1 DE/rand/1/bin

Každému vektoru x⃗j,G j = 1, 2, ..., NP je vytvořen testovací vektor v⃗j,G+1 podle vztahu:

v⃗j,G+1 = x⃗r1,G + F ∗ (x⃗r2,G − x⃗r3,G) (6)

Značení začíná písmeny DE/... , které představuje název algoritmu. V našem případě
se jedná o diferenciální evoluci (DE).

.../rand/... označuje, že šumoví jedinci (noise vektor), které získáme v průběhu běhu
algoritmu, jak již bylo vysvětleno v předchozí kapitole, se budou skládat z náhodného
jedince x⃗r1,G a váhové diference jedinců, což vidíme na vztahu:

n⃗vG+1 = F ∗ (x⃗r2,G − x⃗r3,G) (7)
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.../1/... označuje kolik náhodně vybraných párů se zúčastní mutace. V našem případě
se jedná o číslo jedna, tudíž užijeme jeden pár, což jsou dva jedinci. Pokud bude zvoleno
číslo dvě, budou užity páry dva, což jsou čtyři jedinci.

Poslední označení .../bin znamená, že daný algoritmus užívá dvojčlenného rozdělení
křížení (binomial distribution).

3.2.2 DE/best/1/exp

v = xGbest,j + F ∗ (xGr2,j − xGr3,j) (8)

3.2.3 DE/rand/1/exp

v = xGr1,j + F ∗ (xGr2,j − xGr3,j) (9)

3.2.4 DE/rand-to-best/1/exp

v = xGi,j + λ ∗ (xGbest,j − xGi,j) + F ∗ (xGr1,j − xGr2,j) (10)

3.2.5 DE/best/2/exp

v = xGbest,j + F ∗ (xGr1,j + xGr2,j − xGr3,j − xGr4,j) (11)

3.2.6 DE/rand/2/exp

v = xGr5,j + F ∗ (xGr1,j + xGr2,j − xGr3,j − xGr4,j) (12)

3.2.7 DE/best/1/bin

v = xGbest,j + F ∗ (xGr2,j − xGr3,j) (13)

3.2.8 DE/rand-to-best/1/bin

v = xGi,j + λ ∗ (xGbest,j − xGi,j) + F ∗ (xGr1,j − xGr2,j) (14)

3.2.9 DE/best/2/bin

v = xGbest,j + F ∗ (xGr1,j + xGr2,j − xGr3,j − xGr4,j) (15)
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3.2.10 DE/rand/2/bin

v = xGr5,j + F ∗ (xGr1,j + xGr2,j − xGr3,j − xGr4,j) (16)

3.3 Shrnutí diferenciální evoluce

DE algoritmy se snaží nalézt nejlepší řešení optimalizační úlohy. Použitím ohodnoco-
vací funkce jsme schopni vyhodnotit kvalitu možných řešení. Velkým problémem DE je
stagnace v lokálním extrému. Předejít takové situaci je možno v případě, pokud správně
nastavíme proměnné, kterými jsou:

• Populace (NP)

• Mutační konstanta (F)

• Faktor křížení (CR)

Doporučení, které nám pomohou k správnému nastavení DE, jsou:

1. Při použití větší populace snižujeme riziko stagnace

2. Použití F = 1 není doporučováno, zvolením této hodnoty snížíme různorodost
potencionálních testovaných vektorů a tím může dojít ke stagnaci.

3. Při použití CR = 1 dochází k rapidnímu snížení počtu řešení[2].

Další doporučení a následky při volbě proměnných nalezneme v literatuře [4]. I když
v DE algoritmu existuje také možnost stagnace, můžeme říci, že i přesto se jedná o
velice silný algoritmus. Další výhodou je poměrně snadná implementace, díky které lze
prohledávat oblast řešení paralelně. Díky tomuto přístupu lze rychle a efektivně v jednom
průchodu získat množinu možných řešení. Pokud vezmeme v potaz všechny zmíněné
důvody, můžeme DE považovat za velmi efektivní optimalizační algoritmus.

Touto kapitolou jsme se seznámili s vlastnostmi DE, které jsou mutace, selekce a
křížení. Seznámili jsme se s historií a lehce se zmínili, kterým směrem se další verze
algoritmu směřuje. Poté jsme si popsali matematickou interpretaci funkčnosti základního
DE algoritmu. Pozorný čtenář by měl být po přečtení schopen jej v praxi aplikovat. V
poslední části kapitoly jsou zmíněny jednotlivé druhy DE pro ucelení pojmu, které se v
literatuře vyskytují.
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4 Testovací funkce

Po přečtení předchozí kapitoly chápeme princip diferenciální evoluce, a jak může být uži-
tečná při řešení optimalizačních problémů. Avšak i přesto je možné při návrhu algoritmu
dojít k chybě, která zapříčiní zkreslené řešení úlohy a v horším případě vůbec žádné. K
tomu abychom si mohli ověřit správnou funkcionalitu námi naimplementovaného návrhu
řešení, se používají dva rozdílné způsoby:

1. V prvním způsobu obvykle použijeme již existující vyřešený problém, kde byl uplat-
něný jiný algoritmus. Výsledky námi testovaného algoritmu, poté porovnáme s vý-
sledky již existujícími. Pokud se shodují, máme jistotu, že testovaný algoritmus je
správný a můžeme ho použít na řešení problému, pro který byl původně vytvořen.

2. Druhý způsob je použití množiny testovacích funkcí. Tato množina obsahuje funkce
s různými vlastnostmi, například nelinearita, různé patologie typu rovina v okolí
extrému apod. Dále můžeme množinu rozdělit, jak již bylo řečeno, podle jejích
obtížností a dojít ke správnému řešení. Ve druhém případě jestli daná funkce vůbec
správné řešení v podobě globálního minima má[1].

V této diplomové práci bylo použito v praktické části celkově šest různých testovacích
funkcí. Tři, u kterých je známo globální minimum a tři, u kterých globální minimum
známo není. Proto v následujících podkapitolách bude pro každou funkci znázorněn
její analytický zápis a její vzhled v třídimenzionálním prostoru a vrstevnicový graf ve
dvoudimenzionálním prostoru. Dále, pokud je u dané testovací funkce známo globální
minimum bude zde zmíněno[1].

Při nastavení parametru dimenze D v DE byla použita hodnota dvacet. Abychom
byli schopni u testovacích funkcí zjistit hodnotu globálního minima při použití dvaceti
dimenzí (20D), stačí nám znát jeho hodnotu v jednodimenzionálním prostoru(1D). Poté
k výpočtu námi požadovaného extrému ve 20D nám stačí vynásobit hodnotu extrému v
1D číslem dimenze, což v našem případě je číslo 20.

Již víme, jak otestovat DE na testovacích funkcích a ověřit si správnost implementace,
ale i přesto nemusíme být vždy úspěšní. Pokud je na naší testovací funkci známo globální
minimum, avšak náš DE algoritmus jej nemůže nalézt, nemusí to být hned zapříčiněno
špatnou implementací. Jak jsme si v předchozí kapitole řekli, DE je velice citlivá na
nastavení vstupních parametrů, což ve výsledku se může navenek jevit jako nefunkční
algoritmus. Jako jeden z příkladů si můžeme uvést malý počet generací. DE funguje
správně, ale jelikož její ukončovací podmínka je počet generací, může nastat případ, kdy
jednotlivé generace se stále zlepšují a přibližují ke globálnímu minimu, avšak jejich snažení
je ukončeno kvůli malému nastavení počtu generací.
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4.1 Rastriginova funkce

2D

D
i=1

x2i − 10 cos(2πxi) (17)

Obrázek 2: Rastriginova funkce. červený bod vpravo reprezentuje pozici globálního ex-
trému. Obrázek převzat z knížky [1].

Globální minimum:
v E2

• na pozici (x1, x2) = (0, 0)

• o hodnotě y = 0

v En

• na pozici (x1, x2, ..., xn) = (0, 0, ..., 0)

• o hodnotě y = 0 ∗ n
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4.2 Schwefelova funkce

D
i=1

−xi ∗ sin(


|xi|) (18)

Obrázek 3: Schwefelova funkce. červený bod vpravo reprezentuje pozici globálního ex-
trému. Obrázek převzat z knížky [1].

Globální minimum:
v E2

• na pozici (x1, x2) = (420, 969; 420, 969)

• o hodnotě y = −837, 966

v En

• na pozici (x1, x2, ..., xn) = (420, 969, ..., 420, 969)

• o hodnotě y = −418, 983 ∗ n
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4.3 Griewangkova funkce

1 +

D
i=1

x2i
4000

−
D
i=1

cos(
xi√
i
) (19)

Obrázek 4: Griewangkova funkce. červený bod vpravo reprezentuje pozici globálního
extrému. Obrázek převzat z knížky [1].

Globální minimum:
v E2

• na pozici (x1, x2) = (0, 0)

• o hodnotě y = 0

v En

• na pozici (x1, x2, ..., xn) = (0, 0, ..., 0)

• o hodnotě y = 0 ∗ n = 0
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4.4 Egg holder funkce

D−1
i=1


−xi sin(


|xi − xi+1 − 47|)− (xi+1 + 47) sin(


|xi+1 + 47 +

xi
2
|)


(20)

Obrázek 5: Egg holder funkce. Obrázek převzat z knížky [1].

Globální minimum:

• Přesnou hodnotu globálního minima autoři v literatuře nikde nenašli.
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4.5 Ranova funkce

D−1
i=1


xi sin(


|xi+1 + 1− xi|) cos(


|xi+1 + 1 + xi|)+

(xi+1 + 1) cos(


|xi+1 + 1− xi|) sin(


|xi+1 + 1 + xi|)


(21)

Obrázek 6: Ranova funkce. Obrázek převzat z knížky [1].

Globální minimum:

• Přesnou hodnotu globálního minima autoři v literatuře nikde nenašli.
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4.6 Patologická funkce

D−1
i=1

0, 5 +
sin(


100x2i − x2i+1)

2 − 0, 5

(1 + 0, 001(x2i − 2xixi+1 + x2i+1)
2)

 (22)

Obrázek 7: Patologická funkce. Obrázek převzat z knížky [1].

Globální minimum:

• Přesnou hodnotu globálního minima autoři v literatuře nikde nenašli.

Existuje mnoho testovacích funkcí, ale jejich popis není v rámci této diplomové práce
důležitý. Všem čtenářům, kteří se chtějí dozvědět více o dalších testovacích funkcích,
uvedu zde publikace, kde se o dané problematice dozvědí mnoho informací[1].
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5 Generátory pseudonáhodných čísel

Generátor pseudonáhodných čísel můžeme definovat jako program pro generování po-
sloupnosti čísel, která se dají statisticky považovat za náhodné. Jejich náhodnost je však
pouze zdánlivá, protože jsou generovány deterministickým algoritmem. Hovoříme tedy
o tzv. pseudonáhodných číslech [8].

5.1 Pseudonáhodná čísla

Pseudonáhodná čísla se používají v řadě softwarových aplikací - při šifrování a mode-
lování, v počítačových simulacích a počítačových a hazardních hrách. Jednoduše všude
tam, kde je třeba vytvořit náhodnost statisticky nerozlišitelnou od přirozeně náhodných
čísel, která jsou v přírodě výsledkem náhodných fyzikálních procesů. Softwarově gene-
rovaná náhodná čísla jsou tak vždy jen pseudonáhodná. Pro vytvoření skutečně náhodné
posloupnosti čísel je zapotřebí speciálního hardwaru, který využívá náhodné přírodní
procesy, například šum polovodičového přechodu. Takto vytvořené skutečně náhodné
posloupnosti čísel jsou klíčové například u bezpečnostních systémů [8][10].

5.2 Generování pseudonáhodných čísel

Pro generování pseudonáhodných čísel se využívá celá řada algoritmů, tzv. generátorů
pseudonáhodných čísel. Základním problémem těchto generátorů je opakování původní
posloupnosti čísel. Generátor vytvoří pseudonáhodnou posloupnost čísel, která může být
velmi dlouhá, vždy se však po určité periodě začne opakovat. Hovoříme tedy o periodicitě
posloupnosti pseudonáhodně generovaných čísel [10].

5.3 Kvalita pseudonáhodné posloupnosti

Různé generátory pseudonáhodných čísel pracují s různou kvalitou posloupnosti. Pro
určení kvality posloupnosti slouží statistické testy, které ověřují, jak rozdělení čísel v
posloupnosti vyhovuje zadání, jestli jsou jednotlivá čísla v posloupnosti na sobě nezávislá
nebo četnost výskytu vytvořených podposloupností. Rozpoznání pravé a pseudonáhodné
posloupnosti však může být velmi obtížné [8].

5.4 Softwarové metody generování pseudonáhodných čísel

Generátory pseudonáhodných čísel jsou algoritmické metody, které vytvářejí dlouhé po-
sloupnosti náhodných čísel na základě určité vstupní hodnoty tzv. klíče. Takto vytvořené
sekvence jsou náhodné pouze zdánlivě, později se totiž opakují a kvalita náhodné po-
sloupnosti se stále snižuje. Nejpoužívanějším generátorem pseudonáhodných čísel je
pravděpodobně lineární kongruentní generátor. Velmi známá je i jednoduchá metoda
středních čtverců Johna Von Neumanna. Většina programovacích jazyků pak také ob-
sahuje speciální knihovny či funkce pro generování pseudonáhodných čísel využívající
hodiny v počítači. Zpravidla jsou však statisticky nepříliš kvalitní a jejich pseudonáhodné
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posloupnosti se opakují již po několika tisících členech. To může postačit u běžných počí-
tačových her a jednoduchých aplikací, ale rozhodně s tím nelze pracovat u šifrování nebo
bezpečnostních systémů [8].

5.5 Metoda středních čtverců

Metodu středních čtverců (Middle-square method) navrhl John Von Neumann v roce
1946. Jedná se o velmi jednoduchý softwarový generátor pseudonáhodných čísel. Funguje
následovně:

• Zvolím si jakékoliv číslo, například desetimístné, které používal i John Von Neu-
mann.

• Umocním zvolené číslo na druhou.

• Z výsledku si vyberu prostředních deset číslic a považuji je za náhodné číslo.

• Postup opakuji s vybraným číslem.

Metoda středních čtverců trpí klasickým problémem nepříliš kvalitních pseudoná-
hodných generátorů. Všechny sekvence čísel se totiž začnou po určité době opakovat.
Přičemž některé se začínají opakovat velmi brzy, typicky samé nuly. Metoda středních
čtverců se využívala především v době prvních počítačů, jako byl počítač ENIAC se svým
čtením a zápisem za pomoci děrných štítků.[9]

5.6 Fungování moderních generátorů

Moderní generátory pseudonáhodných čísel jsou mnohem komplikovanější než původní
metoda středních čtverců Johna Von Neumanna. Jako vstupní data se používají skutečně
náhodné krátké posloupnosti, tzv. random seed. Ty spolu s determinističností algoritmu
a konečnou pamětí počítače jednoznačně určují další běh programu, po čase se stanou
periodickými a začnou opakovat generovanou posloupnost. U kvalitních generátorů však
bývá velmi dlouhá a statisticky neodhalitelná. Mezi nejpoužívanější moderní generátory
pseudonáhodných čísel patří lineární kongruentní generátor, Blum-Blum-Shub generátor
nebo generátor Mersenne Twister. Perioda těchto algoritmů dosahuje maximálně 2n stavů,
kde n je počet bitů počátečního stavu generátoru, tedy random seed. Tato perioda však
může být také mnohem kratší v závislosti na kvalitě generátoru.[8]

5.7 Mersenne Twister

Mersenne Twister byl navržen autory Makoto Matsumoto a Takuji Nishimura v roce
1997. Je uváděno, že Mersenne Twister (MT) je modifikace Twisted Generalized Feedback
Shift Register (TGFSR). Má velice dlouho periodu 219937 − 1. MT je velice populární a je
používán v mnoha oblastech výzkumu, například v [11] kde byl Mersenne Twister použít
pro lokalizaci metodou Monte Carlo.
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5.8 Blum Blum Shub

Tento generátor pseudonáhodných čísel byl objeven v roce 1986 pány L. Blum , M.Blum a
M.Shub a je založen na matematických vlastnostech celých čísel. Jeho matematická forma
je:

xn+1 = x2nmodM (23)

Kde M = pq , p a q jsou dvě odlišné velké prvočísla (číslo takové, které nemá jiného
dělitele než 1 a sebe samo). Na vstupu je požadováno číslo pseudonáhodných bitů a inici-
alizační náhodný seed. Výstup je odvozen od xn+1 po každém kroku algoritmu. Velikou
nevýhodou tohoto generátoru je jeho rychlost. Blum Blum Shub je velice pomalý[12].

5.9 Xorshift

Autorem tohoto pseudonáhodného generátoru je pan G.Marsaglia. Je všeobecně známo,
že Marsaglia je autorem slavného algoritmu Mother, který vyrábí rovnoměrné rozmístění
32bitových hodnot. Jeho perioda je 2250.

Velkou výhodou Xorshift je jeho rychlost. Generuje čísla velice rychle, jak můžeme
vidět v [15]. Xorshift vytváří sekvence 232−1 celých čísel, nebo sekvence 264−1 párů x, y,
anebo sekvence 296 párů x, y, z pomocí opakované jednoduché počítačové konstrukce[13].

V této kapitole jsme se dozvěděli jak vznikají pseudonáhodná čísla, jak je možno je gene-
rovat a jaké jsou na ně kladena omezení. Dále jsme si ukázali na jednoduchém příkladu,
generování čísel a nedostatky jednoho z prvních pseudonáhodných generátorů od John
Von Neumanna. Dále jsme si popsali ty generátory, které jsou využity v této diplomové
práci a se kterými budeme v praktické části pracovat.
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6 Chaos

Již odpradávna se lidé pokoušeli vysvětlit vznik vesmíru, kde hrála velice důležitou roli
idea chaosu. Starověcí Řekové považovali chaos za prostor mezi nebem a zemí, ze kterého
vznikl náš svět. Postupem času ve středověku převládla myšlenka stálosti a neměnnosti,
která vyústila v novém zákonu o zachování energie a hmoty. Tímto byly položeny základy,
které přinesly nové chápání fungování světa.[16]

Přesto, že chaos byl všude kolem nás, v 19. století lidé stále věřili, že všechno má svůj
řád a chování se dá předpovídat. Když byla objevena kvantová mechanika, znovu také
objevili indeterminismus v přírodě. Za největšího objevitele v této doby je považován E. N.
Lorenze, který se zabýval modelovaním nepředvídatelností chování počasí a objevil tzv.

”motýlí efekt“ (butterfly effect). Ten byl prezentován v 60. letech. Motýlí efekt dokazuje,
že není možné dlouhodobě předvídat počasí, z čehož vyplývá jeho chaotické chování.
Lorenzův atraktor je dodneška považován za symbol chaosu[16].

O necelých 10 let později objevil Lorenz deterministický chaos při zkoumání modelu
počasí. Velice důležitou roli v chaosu hraje nastavení počátečních podmínek. Lorenz při
svém testu nastavil všechny počáteční podmínky na přibližně stejnou hodnotu a zjistil, že
po určitém čase, získává různé výsledky. Tímto objevem poukázal na citlivost počátečního
nastavení jednotlivých systémů, které díky tomu mohou generovat různé výsledky. Ty se
tak dají označit za chaotické[16].

V současné době je častokrát při řešení konkrétních problému využíváno chaosu.
Zejména tehdy, kdy vědci uvažují o reálném světě, jako o nelineárním spojitém systému.
Abychom mohli uvažovat o chaotickém chování daného systému, musíme si být jistí, že
jeho vzdálenost sousedních stavů exponenciálně roste.[17]

Pokud myšlenku rozvineme dále, je možné definovat tří základní podmínky pro de-
terministický chaos

1. Veliká citlivost na počáteční podmínky

2. Tranzitivita

3. Hustá množina periodických bodů

Jeden z důvodů, proč se v dnešní době mnoho vědců zajímá o chaos je, že toto chování
se jeví jako velice univerzální a lze jej nalézt v mnoha vědních odvětvích jako např.
elektronika, chemie atd.[18]

6.1 Logistická rovnice

Jeden z nejjednodušších modelů deterministického chaosu je logistická rovnice. Zde si
vysvětlíme princip funkčnosti a poté u dalších chaotických generátoru si uvedeme pouze
jejich matematický zápis. Základním rysem tohoto modelu je jeho spojitost v čase. V pu-
blikacích se můžeme setkat také s pojmem logistická mapa, což je pouze modifikovaná
logistické rovnice. Tato rovnice vznikla za účelem nasimulování biologických procesů
v přírodě. Pro lepší pochopení si uvedeme příklad. Pro simulaci jsou vybrány dva ži-
vočišné druhy, které mají spolu žít v souladu v uzavřeném prostředí a jeden druh slouží
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jako potrava pro ten druhý. Postupem času se stává, že konzumovaný druh začne vymírat
(jeho výskyt se zmenšuje). Nyní dochází k opačnému efektu, kdy není dostatek potravy
a důsledkem toho první druh (konzument) začne vymírat hlady a konzumovaný druh
se pomalu začne zase rozrůstat. Ve finálním důsledku se tedy bude opakovat vymírání
jednoho anebo druhého druhu, popřípadě se ustálí na určité hodnotě. Výsledkem si-
mulovaného systému bylo dokázáno, že daný systém vykazoval velice složité chaotické
chování.[19]

xn+1 = Axn(1− xn) ≡ fa(xn) (24)

Dále se budeme držet našeho ukázkového příkladu a vysvětlíme si na něm matema-
tický zápis logistické funkce. Hodnota xn zde představuje populaci v n-tém roce. Tato
funkce je iterační, jelikož k dosažení požadovaných výsledků potřebujeme provést vícero
opakování. Pokud tedy pomocí hodnot x vygenerujeme sekvenci bodů, získáme takzva-
nou trajektorii (orbit). Daná trajektorie může být dále ještě přitahována (sing) k určitému
bodu anebo odpuzována (source). Počátek uvedené trajektorie je velice ovlivněn počá-
teční hodnotou x. Ostatní průběhy trajektorií jsou většinou podobné, pokud je počáteční
hodnota x v intervalu [0, 1]. Ne vždy je ale tomu tak a v určitých případech se počáteční
hodnoty x od ostatních odlišují. Při nastavení počáteční hodnoty na 0 bude mít ve vý-
sledku daná funkce hodnotu 0 a to i při dalších iteracích. Pokud tedy dosadíme hodnotu
x do funkce a její výsledek je stejný jako její hodnota, je tato hodnota nazývána jako fixní
bod. Matematická definice je následující.

xA = fA(xA) (25)

Jestliže, se všechny trajektorie po uskutečnění určitého počtu iterací přibližují k da-
nému bodu, pak tento bod nazveme atraktorem. Atraktor je tedy definován jako množina
bodů, které přitahují jednotlivé trajektorie v určité iteraci. Základním principem atraktoru
je, že veškeré informace o systému v daném čase jsou uloženy do jednoho bodu, který
je při každé další změně posunut. V chaotických systémech nejsme schopni odhadnout
jejich chování a ani z krátkodobého hlediska nejsme schopni určit, kde se objeví další bod,
který by popsal systém v daném okamžiku. Zajímavé je, že z dlouhodobého hlediska,
vykazují takovéto chování pouze ty body, které se nachází na atraktoru. Pro demonstraci
uvádím obrázek8 na kterém vidíme bifurkační diagram logistické rovnice. Všimneme si,
že pro hodnoty parametru A < 1 je atraktor x = 0. Pro 1 < A < 3 je atraktor fixní bod
x = 1– 1

A . Pokud se parametr A blíží hodnotě 4, můžeme pozorovat chaotické chování
systému.[18]
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Obrázek 8: Bifurkační diagram Logistické rovnice
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6.2 Sinai map

Matematický zápis

xn+1 = (xn + yn + σ cos(2πyn)) mod 1,

yn+1 = (xn + 2yn) mod 1
(26)

6.3 Arnold cat map

Matematický zápis

xn+1 = (xn + yn) mod 1,

yn+1 = (xn + kyn) mod 1
(27)

V této kapitole jsme se dozvěděli o chápání chaosu. Jak dochází k chaotickému cho-
vání, co je jeho příčinou a jak je důležité dávat si pozor na nastavení vstupních podmínek.
Dále jsme si vysvětlili funkčnost chaotického chování na jednoduché logistické rovnici
a vysvětlili si pojmy, které je dobré pro práci s chaosem znát. Poté jsme si uvedli mate-
matický zápis dalších chaotických generátorů a to z důvodu, že v této diplomové práci
budeme s nimi ještě v praktické části pracovat.
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7 Praktická část

V praktické části této diplomové práce budeme zkoumat výsledky diferenciální evoluce s
využitím pseudonáhodných a chaotických generátorů. Popíšeme si nástroje, které byly při
experimentech použity. Poté se budeme zabývat jednotlivými experimenty, přičemž vždy
bude popsáno nastavení jednotlivých vstupních proměnných a vysvětlen průběh daného
experimentu. Následuje seznam dosažených výsledků a jeho následné zhodnocení a
vyvození závěru. Tento postup bude opakován na jednotlivé experimenty.

Celkově v diplomové práci budou vytvořeny dvě sady experimentů, kdy výsledky
prvního experimentu budou vstupem pro experiment druhý.
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8 Implementace diferenciální evoluce

Diferenciální evoluce byla naimplementována v programovacím jazyce C# za využití pro-
gramu Visual Studio 2010. Byla použitá verze Ultimate, ale můžeme říci, že pro správnou
funkcionalitu programu je možno použít i verzi Express, která je volně dostupná bez
jakéhokoliv licenčního omezení. Jedním z důvodu použití verze Ultimate byla snadnost
přenesení projektu na nejnovější verzi Visual Studia pokud by to bylo zapotřebí.

Projekt diferenciální evoluce se skládá z následujících souborů

Soubor Popis
Differencial evolution.cs Implementace diferenciální evoluce
Parameters.txt Soubor spouštěcích parametrů pro DE
Parameters popis.txt Popis možných nastavení spouštěcích parametrů DE
Program.cs Spouštěcí část programu
Xorshift.cs Generátor pseudonáhodných čísel Xorshift
Sinai.cs Generátor chaotických čísel Sinai
ArnoldCatMap.cs Generátor chaotických čísel Arnold Cat Map
CryptoRandom.cs Generátor pseudonáhodných čísel Cryptographic Random
LogisticMap.cs Generátor chaotických čísel Logistic Map
MersenneTwister.cs Generátor pseudonáhodných čísel Mersenne Twister

Tabulka 1: Struktura projektu

Implementace diferenciální evoluce byla provedena podle teoretické části, kde jsme
si vysvětlili funkcionalitu a princip základní DE verze DE/rand/1/bin . Zdrojový kód je
řádně okomentován.

V následujících podkapitolách, si uvedeme jednotlivé vstupní proměnné pro DE a ge-
nerátory.
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8.1 Vstupní proměnné DE

Program diferenciální evoluce používá pro svůj start soubor parameters.txt kde jsou
uloženy veškeré vstupní proměnné, které jsou nutné pro správné spuštění DE. V násle-
dující tabulce si uvedeme, co každý řádek znamená a jakých hodnot může nabývat.

Pořadí parametru Popis Rozsah parametru
1. Velikost počáteční populace (NP) Větší než 3
2. Velikost dimenze (D) Větší než 1
3. Počet generací, po kterém se DE zastaví Větší než 1
4. Dolní hranice prostoru řešení Podle testovací funkce
5. Horní hranice prostoru řešení Podle testovací funkce
6. Mutační konstanta (CR) < 0; 2 >
7. Práh křížení (F) < 0; 1 >
8. Zvolení testovací funkce < 1; 15 >
9. Počet experimentů Větší než 1
10. Zvolení generátorů < 0; 6 >

Tabulka 2: Popis parametrů v parameters.txt

Hodnota Název testovací funkce
0 Random
1 Crypto Random
2 Mersenne Twister
3 Logistic Map
4 Arnold Cat Map
5 Sinai
6 Xorshift

Tabulka 3: Parametr generátoru

Hodnota Název testovací funkce
1 Schwefel
2 De Jong 1
3 De Jong 3
4 De Jong 4
5 Rosenbrock
6 Rastrigin
7 Griewangk
8 SinEnvelope
9 Stretch V sine wave
10 Ackley2
11 EggHolder
12 Rana
13 Patological
14 Michalewicz
15 MasterCosineWave

Tabulka 4: Parametr testovací funkce
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8.2 Logistická rovnice

Chaotický generátor využívá logistickou rovnici, která má nastavitelný parametr a. V
následující tabulce je uveden rozsah hodnot, kterých může nabývat.

Parametr Rozsah parametru
a [0; 4]

Tabulka 5: Parametry Logistic Map

8.3 Arnold Cat Map

Chaotický generátor má nastavitelný parametr k. V následující tabulce je uveden rozsah
hodnot, kterých může nabývat.

Parametr Rozsah parametru
k Není definován

Tabulka 6: Parametry Arnold Cat Map

8.4 Sinai

Chaotický generátor má nastavitelný parametr σ. V následující tabulce je uveden rozsah
hodnot, kterých může nabývat.

Parametr Rozsah parametru
σ Není definován

Tabulka 7: Parametry Sinai

8.5 Výstupní soubory DE

Jelikož získaná data je potřeba dále zpracovat bylo nutné si jednotlivé kroky ukládat.
K tomu byl použit jednoduchý zápis do textového souboru. Při běhu programu jsou
generovány dva soubory. Každý je použit pro jeden experiment. V následující podkapitole
si popíšeme formát a data, která jsou generována.

8.5.1 Nejlepší fitness v populaci

Do daného souboru ukládáme nejlepší hodnotu účelové funkce (fitness) v dané populaci.
Jelikož DE má ve svých startovních parametrech i hodnotu celkového počtu populací, je
nám známo i kolik bude potřeba provést zápisů do souboru. Soubor obsahuje hlavičku,
ve které se uvádí nastavení parametrů, které byly nastaveny pro běh DE, a poté na každém
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novém řádku je zapsána nejlepší hodnota fitness z dané generace.

Obecný zápis souboru je v následujícím tvaru:

Chaos/Pseudorandom EvolučníAlgoritmus TestovacíFunkce Generátor ČísloExperimentu.txt

• Chaos/Pseudorandom : pokud je při generování experimentu použit chaotický ge-
nerátor, je v názvu souboru obsaženo slovo Chaos. V opačném případě je daný
parametr prázdný.

• EvolučníAlgoritmus : při použití DE je v popisu souboru použito slovo Differenci-
alEvolution. Důvodem uvedení tohoto parametru při generování souboru je ten, že
při rozšíření funkcionality programu je možno používat i jiné evoluční algoritmy a
funkcionalita programu bude zachována.

• TestovacíFunkce : při generování názvu souboru je v popisu obsažen název testovací
funkce, která byla použita pro daný experiment.

• Generátor : při generování názvu souboru je v popisu obsažen generátor, který byl
použit pro daný experiment.

• ČísloExperimentu : udává číslo experimentu.

Pro přehlednost je v následující tabulce uvedeno jakých hodnot můžou jednotlivé
proměnné nabývat.

Název proměnné Množina hodnot
Chaos/Pseudorandom Chaos
EvolučníAlgoritmus EggHolder

Griewangk
Patological
Rana
Rastrigin
Schwefel

Generátor ArnoldCatMap
CryptoRandom
LogisticMap
MT
Random
Sinai
Xorshift

ČísloExperimentu 1...n

Tabulka 8: Množina hodnot výstupního souboru DE
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8.5.2 Generování nových potomků

Jak jsme již uvedli, při generování nového jedince je zapotřebí náhodně vybraných tří
rodičů. Jelikož při druhém experimentu bylo zapotřebí znát informace, ze kterých rodičů
byl nový potomek vytvořen, je zapotřebí si tyto informace uchovat, aby mohly být použity
k dalšímu zpracování. Při běhu programu DE je generován soubor, který si zaznamenává
výše uvedenou informaci a do souboru je zapsán ve tvaru:

J{R1, R2, R3}

• J – číslo jedince v populaci v dané generaci

• R1, R2, R3 – čísla jedinců, kteří se podílejí na generování nového jedince do násle-
dující populace. Takže se stávají jeho rodiči.

Každý řádek v souboru obsahuje tedy informaci celé populaci, jak se náhodně vybrali
rodiče každému jedinci. Pokud tedy například máme DE nastavenou na 100 generací,
bude daný soubor obsahovat 100 řádku s výše uvedenou informací.

Obecný zápis souboru je v následujícím tvaru:

EvolučníAlgoritmus TestovacíFunkce VelikostPopulace.txt

• EvolučníAlgoritmus : při použití DE je v popisu souboru použito slovo DE. Dů-
vodem uvedení tohoto parametru při generování souboru je, že při rozšíření funk-
cionality programu je možno používat i jiné evoluční algoritmy a funkcionalita
programu bude zachována.

• TestovacíFunkce : při generování názvu souboru je v popisu obsažen název testovací
funkce, která byla použita pro daný experiment.

• VelikostPopulace : při generování názvu souboru je v popisu obsažena celková
velikost populace NP.

Pro přehlednost je v následující tabulce uvedeno jakých hodnot můžou jednotlivé
proměnné nabývat.
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Název proměnné Množina hodnot
EvolučníAlgoritmus DE
TestovacíFunkce EggHolder

Griewangk
Patological
Rana
Rastrigin
Schwefel

VelikostPopulace 3...n

Tabulka 9: Množina hodnot výstupního souboru DE
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9 Použité programy

9.1 Microsoft Excel

Pro vyhodnocení výsledků byl použit program společnosti Microsoft a to Microsoft Excel
2010. Při shromáždění všech potřebných výsledků, bylo zapotřebí efektivně zobrazit
výsledky do přehledné tabulky.

9.2 Gephi

Gephi je open-source program, který byl vyvinut studenty z Univerzity VUT Compiègne (
Université de Technologie de Compiègne). Slouží k síťové analýze grafů. Při zpracovávání
dat z experimentů, byl využit pro vizualizaci orientovaných grafů, které jsou uvedené v
této diplomové práci.

9.3 Konvertor do Gephi

Při generování dat pro účely experimentu, bylo zapotřebí daná data zobrazit v programu
Gephi, aby mohla být dále zpracována. Pro tyto účely jsem použil program, vytvořený
Ing. Janem Martinovičem Ph.D., který dokázal z výstupních souborů, které generuje můj
DE program vygenerovat soubory ve tvaru x.gdf . Kde x je číslo generace. Pro ukázku
pokud máme soubor 10.gdf, tak v tomto souboru jsou výsledky 10. populace, který byl
vygenerován DE.

9.4 Min Max Avg

Tento program, který je obsažen v příloze DP slouží ke zpracování výsledků, které gene-
ruje naimplementovaná DE. Výstupem tohoto programu je textový soubor, který obsahuje
minimální, maximální a průměrnou hodnotu fitness, jež byly získány v průběhu experi-
mentu.
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10 Experiment 1

Hlavním cílem tohoto experimentu bylo porovnat pseudonáhodné generátory čísel a
chaotické generátory čísel používané v evolučním algoritmu DE. Bylo vybráno šest tes-
tovacích funkcí a zajímali jsme se, které pseudonáhodné nebo chaotické generátory čísel
budou z hlediska rychlosti konvergence ke globálnímu extrému lepší.

10.1 Návrh experimentu

Při experimentu byl použit stolní počítač osazený CPU Intel Core i5 3,7 GHz, 16 GB RAM
a grafická karta ATI Radeon HD 5870. Vybranými testovacími funkcemi byly zvoleny Egg
Holder, Griewangk, Pathological, Rana, Rastrigin a Schwefel. Pro testovací funkce Egg
Holder, Pathological a Rana není v žádných publikacích uvedeno jejich přesné globální
minimum.Funkce Griewangk má globální minimum v f(x) = 0 a to samé platí i pro
funkci Rastrigin. Funkce Schwefel má globální minimum v f(x) = −418, 9829×D kde D
značí dimenzi.

Parametr a v logistické rovnici byl nastaven na a = 4. Vstupní hodnota pro x byla
nastavena na x0 = 0, 02. Pro Arnold Cat Map byla vstupní hodnota x nastavena na x0 = 0

a vstupní hodnota pro y byla nastavena na y0 =
1√
2

. Parametr k byl nastaven na k = 0, 1.

Pro Sinai byla vstupní hodnotaxnastavena nax0 = 0, 5 a vstupní hodnota y byla nastavena
na y0 = 0, 5. Parametr σ byl nastaven na σ = 0, 1.

Parametr Hodnota
NP 50
D 20
F 0,4
CR 0,6
Generací 1500

Tabulka 10: Experiment 1 : Nastavení DE

10.2 Výsledky

Výsledky jsou zobrazeny v tabulkách 11,12,13,14,15,16, kde můžeme vidět minimální,
maximální a průměrnou hodnotu fitness pro DE. Byly zde využity testovací funkce Egg
Holder, Griewangk, Pathological, Rana, Rastrigin a Schwefel.
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Generátor Min Max Průměr
Arnold Cat Map -13243.326 -6828.035 -8350.747
Crypto Random -9876.216 -7274.433 -8416.598
Logistic map -10420.003 -8143.635 -9157.682
MT -10227.992 -7214.173 -8389.643
Random -15485.638 -7052.491 -8800.282
Sinai -12284.573 -6804.800 -8181.811
Xorshift -10239.755 -6828.035 -8350.747

Tabulka 11: Porovnání chaotických a pseudonáhodných generátorů čísel z pohledu kon-
vergence, kde Egg holder byla použita jako účelová funkce. Nastavení DE je uvedeno v
tabulce 10.

Generátor Min Max Průměr
Arnold Cat Map 0.101 0.335 0.210
Crypto Random 0.120 0.313 0.199
Logistic map 0.111 0.304 0.195
MT 0.089 0.393 0.213
Random 0.101 0.375 0.205
Sinai 0.140 0.332 0.228
Xorshift 0.079 0.326 0.210

Tabulka 12: Porovnání chaotických a pseudonáhodných generátorů čísel z pohledu kon-
vergence, kde Griewangk byla použita jako účelová funkce. Nastavení DE je uvedeno v
tabulce 10

Generátor Min Max Průměr
Arnold Cat Map 3.943 6.471 5.663
Crypto Random 4.821 6.278 5.744
Logistic map 3.805 6.363 5.766
MT 4.499 6.219 5.647
Random 2.970 6.373 5.329
Sinai 3.352 6.599 5.722
Xorshift 4.677 6.234 5.686

Tabulka 13: Porovnání chaotických a pseudonáhodných generátorů čísel z pohledu kon-
vergence, kde Pathological byla použita jako účelová funkce. Nastavení DE je uvedeno v
tabulce 10
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Generátor Min Max Průměr
Arnold Cat Map -5908.480 -4366.865 -4931.769
Crypto Random -5808.122 -4478.561 -5065.123
Logistic map -6559.807 -4732.013 -5498.817
MT -5904. 120 -4608.468 -5113.732
Random -5964.770 -4514.558 -5051.146
Sinai -5993.439 -4102.931 -4893.173
Xorshift -5700.747 -4447.350 -5100.393

Tabulka 14: Porovnání chaotických a pseudonáhodných generátorů čísel z pohledu kon-
vergence, kde Rana byla použita jako účelová funkce. Nastavení DE je uvedeno v tabulce
10

Generátor Min Max Průměr
Arnold Cat Map 0.100 8.812 4.296
Crypto Random 0 6.660 2.535
Logistic map 0 7.761 2.548
MT 0 6.965 3.269
Random 0 8.522 3.788
Sinai 0.048 8.039 3.632
Xorshift 0 7.683 3.194

Tabulka 15: Porovnání chaotických a pseudonáhodných generátorů čísel z pohledu kon-
vergence, kde Rastrigin byl použit jako účelová funkce. Nastavení DE je uvedeno v tabulce
10

Generátor Min Max Průměr
Arnold Cat Map -8379.658 -8142.781 -8355.970
Crypto Random -8379.658 -8261.219 -8370.183
Logistic map -8379.658 -8261.219 -8378.473
MT -8379.658 -8261.219 -8377.289
Random -8379.658 -8261.219 -8368.998
Sinai -8379.658 -8261.219 -8363.076
Xorshift -8379.658 -8142.781 -8355.970

Tabulka 16: Porovnání chaotických a pseudonáhodných generátorů čísel z pohledu kon-
vergence, kde Schwefel byl použit jako účelová funkce. Nastavení DE je uvedeno v tabulce
10
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10.3 Závěr

Z předchozí kapitoly můžeme vyvodit několik závěrů:

• Egg Holder funkce: V tabulce 11 vidíme výsledky experimentu pro testovací funkci
Egg Holder. Z hlediska rychlosti konvergence DE ke globálnímu minimu testovací
funkce dospěla k nejlepším výsledkům Logistická mapa s parametrem a = 4. Na
druhou stranu Random generátor pseudonáhodných čísel nalezl nejmenší globální
minimum, avšak konvergence DE v případě jeho užití byla pomalejší než u Logis-
tické mapy.

• Griewangk funkce: Podíváme-li se do tabulky 12, uvidíme, že nejlepšího výsledku
z hlediska rychlosti konvergence DE ke globálnímu minimu dosáhla opět Logis-
tická mapa s parametrem a = 4. Pseudonáhodný generátor čísel Xorshift se nejvíce
přiblížil k hodnotě globálního minima, ale konvergence DE při jeho použití byla
pomalejší než při použití Logistické mapy jako generátoru chaotických čísel. Dále
můžeme vyčíst, že ani jeden z generátoru se nedopracoval ke globálnímu minimu.
Jak již bylo řečeno v teoretické části diplomové práce, DE obsahuje několik nastavitel-
ných parametrů a jejich správné nastavení se může u každé funkce lišit. Jelikož byla
potřeba pro všechny experimenty mít nastavené stejné vstupní podmínky, můžeme
si všimnout, že i když známe u dané funkce její globální minimum, tak nelze DE
algoritmus nastavit univerzálně pro všechny funkce. Nicméně i přesto jsme schopni
vyhodnotit jednotlivé generátory, co se týká jejich výkonnosti při konvergenci ke
globálnímu minimu dané testovací funkce.

• Pathological funkce: V tabulce 13 jsou uvedeny výsledky experimentu pro Pa-
tologickou funkci. Random generátor pseudonáhodných čísel dosahuje nejlepších
výsledků z hlediska konvergence DE ke globálnímu minimu a zároveň při použití
tohoto generátoru DE dosáhla nejnižší hodnoty fitness.

• Rana funkce: V tabulce 14 má nejlepší výsledek z hlediska rychlosti konvergence
DE ke globálnímu minimu Logistická mapa s parametrem a = 4 a byla použita
jako chaotický generátor čísel. Oproti ostatním generátorům si můžeme všimnout,
že Logistická mapa podstatně rychleji konverguje ke globálnímu minimu a také
dosáhla nejlepší fitness hodnoty při experimentech.

• Rastrigin funkce: V tabulce 15, můžeme vidět, že globálního minima dosáhly ge-
nerátory Crypto Random, Logistická mapa, MT, Random a Xorshift. Arnold Cat
Map a Sinai nenalezli globální minimum dané testovací funkce. Nyní se podíváme
na úspěšné generátory a na rychlost jejich konvergence. Nejlepší konvergenci DE
ke globálnímu minimu má generátor pseudonáhodných čísel Crypto Random a
druhým je Logistická mapa. MT, Random a Xorshift mají konvergenci podstatně
menší, což značí, že při menším počtu generací by mohlo docházet k neúspěšnému
nalezení globálního minima v dané testovací funkci.

• Schwefel funkce: Pokud se podíváme do tabulky 16, můžeme vidět, že všechny ge-
nerátory pseudonáhodných/chaotických čísel nalezly globální minimum. Je tomu
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tak, že nastavení DE bylo vyhovující pro testovací funkci Schwefel a proto všechny
generátory tady dosahují kvalitních výsledků. I přesto, ale Logistická mapa má
nejlepší konvergenci a dosahuje zde skoro 100% úspěchů.

Z tabulek 11,12,13,14,15,16 a závěru, můžeme říci, že nejlepším generátorem pseudo-
náhodných čísel při použití DE a sady šesti testovacích funkci je Logistická mapa. Dosahuje
nejlepších výsledků u všech testovacích funkcí, kromě Pathological funkce.

Výstupem experimentu vznikl článek pro konferenci NOSTRADAMUS 2014, který je
přiložen v příloze.
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11 Experiment 2

Druhý experiment vychází z výsledků prvního experimentu, kde jsme zjišťovali rychlost
konvergence DE za použití různých pseudonáhodných a chaotický generátorů čísel. Jako
testovací funkce byly zvoleny: Schwefel, Rastrigin, Rana, Pathological, Griewangk a Egg
Holder. U každé testovací funkce byl vybrán podle výsledků nejrychlejší a nejpomalejší
generátor co se konvergence DE tyče. Poté byly vygenerovány pomocí programu Gephi
orientované grafy, ve kterých můžeme vidět, kolikrát byl každý jedinec použit jako rodič
při generování další populace. U každé testovací funkce byla vybrána taková generace,
která při svém běhu v dané generaci dosahovala největší podpory daného jedince a
zkoumá se zpětně, kolik generací daný jedinec přispíval, ke zlepšení nových jedinců v
následujících generacích.

11.1 Návrh experimentu

Při experimentu byl použit stolní počítač osazený CPU Intel Core i5 3,7 GHz, 16 GB RAM
a grafická karta ATI Radeon HD 5870. Vybranými testovacími funkcemi byly zvoleny
Egg Holder, Griewangk, Pathological, Rana, Rastrigin a Schwefel. Pro každou funkci
byl vybrán nejlepší generátor z prvního experimentu a také nejhorší. Seznam použitých
generátorů naleznete v tabulce 18. V příloze můžeme vidět tabulku s výsledky všech
generátorů vůči testovaným funkcím.

Parametr a v logistické mapě byl nastaven na a = 4. Vstupní hodnota pro x byla
nastavena na x0 = 0, 02. Pro Arnold Cat Map byla vstupní hodnota x nastavena na x0 = 0

a vstupní hodnota pro y byla nastavena na y0 =
1√
2

. Parametr k byl nastaven na k = 0, 1.

Pro Sinai byla vstupní hodnotaxnastavena nax0 = 0, 5 a vstupní hodnota y byla nastavena
na y0 = 0, 5. Parametr σ byl nastaven na σ = 0, 1.

Parametr Hodnota
NP 50
D 20
F 0,4
CR 0,6
Generací 1500

Tabulka 17: Experiment 2 : Nastavení DE
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Testovací funkce Nejlepší generátor Nejhorší generátor
Egg Holder Logistická mapa Sinai
Griewangk Logistická mapa Sinai
Pathological Random Logistická mapa
Rana Logistická mapa Sinai
Rastrigin Crypto Random Arnold Cat Map
Schwefel Logistická mapa Arnold Cat Map

Tabulka 18: Experiment 2 : Použité funkce

11.2 Výsledky

Výsledky jsou zobrazeny v jednotlivých podkapitolách, kde u každé testovací funkce
vidíme orientovaný graf a tabulku s popisem jedinců, pro nejlepší a nejhorší generátor.
Každý jedinec v orientovaném grafu je ohodnocen barevným spektrem. Barevná škála
značí, že zelený jedinec byl vybrán nejčastěji rodičem jedinců v další generaci, naopak
červený jedinec byl nula krát vybrán jako rodič při tvorbě nové generace. U diplomové
práce jsou v příloze na CD přiloženy všechny níže uvedené grafy a tabulky v plné velikosti
a tabulky se všemi jedinci.
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11.2.1 Egg Holder

Obrázek 9: Logistická mapa 10. generace

Index jedince Četnost
50 13
39 12
41 12
19 11
24 10
48 10
42 10
22 10
28 9
26 9

Tabulka 19: Logistická mapa 10. generace

Obrázek 10: Logistická mapa 1. generace

Index jedince Četnost
39,41 6
44,28,24 5
11,13,29,48 4
1,25,33,4 3
26,38,9,50 3

Tabulka 20: Logistická mapa 1. generace
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Obrázek 11: Sinai 11. generace

Index jedince Četnost
46 12
5 10
2 9
32 9
42 9
27 9
41 9
12 9
23 9
44 8

Tabulka 21: Sinai 11. generace

Obrázek 12: Sinai 2. generace

Index jedince Četnost
38 6
9,22,1,47 5
43,27 5
2,40,44,16 4
32,18,50,19 4
33,31,41,37 3
46 3

Tabulka 22: Sinai 2. generace
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11.2.2 Griewangk

Obrázek 13: Logistická mapa 16. generace

Index jedince Četnost
26 16
11 11
13 11
43 10
30 10
39 9
22 9
16 9
18 8
34 8

Tabulka 23: Logistická mapa 16. generace

Obrázek 14: Logistická mapa 2. generace

Index jedince Četnost
48 7
8,27,50 6
28,35 5
18,11,36,34 4
43,12,10,13 4
2 4
33,31,26 3

Tabulka 24: Logistická mapa 2. generace
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Obrázek 15: Sinai 10. generace

Index jedince Četnost
44 14
6 12
15 12
5 11
7 11
10 11
19 11
9 10
30 10
14 9

Tabulka 25: Sinai 10. generace

Obrázek 16: Sinai 1. generace

Index jedince Četnost
44 7
37,6 5
1,21,19 4
31,27,14,11 3
7,41,9,30 3
48,13,50,42 3
43 2

Tabulka 26: Sinai 1. generace
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11.2.3 Pathological

Obrázek 17: Random 16. generace

Index jedince Četnost
37 13
25 12
14 10
27 9
26 9
45 8
8 8
40 8
48 8
39 8

Tabulka 27: Random 16. generace

Obrázek 18: Random 1. generace

Index jedince Četnost
8,37 5
22,12 4
20,2,30,28 3
27 3
3,41,49,7 2
1,36,15,47 2
40,14,48,4 2
44,6,46,34 2
31 2
17,21,45 1

Tabulka 28: Random 1. generace
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Obrázek 19: Logistická mapa 19. generace

Index jedince Četnost
14 15
22 14
30 13
1 12
20 12
42 12
29 12
5 12
27 11
44 11

Tabulka 29: Logistická mapa 19. generace

Obrázek 20: logistická mapa 1. generace

Index jedince Četnost
45 5
7,39,32 4
4,1,8,50 3
49,42,16,29 3
3,13,9,21 2
15,22 2
36,33,37,20 1
48,31,14 1

Tabulka 30: Logistická mapa 1. generace
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11.2.4 Rana

Obrázek 21: Logistická mapa 14. generace

Index jedince Četnost
32 11
49 11
25 9
28 8
6 8
23 8
1 7
36 7
4 7
46 7

Tabulka 31: Logistická mapa 14. generace

Obrázek 22: logistická mapa 1. generace

Index jedince Četnost
4 3
5 3
10 3
30 3
1 2
14 2
2 2
24 2
46 2
32 2

Tabulka 32: Logistická mapa 1. generace



52

Obrázek 23: Sinai 11. generace

Index jedince Četnost
46 11
26 9
40 9
36 9
19 9
22 8
27 8
29 8
2 7
11 7

Tabulka 33: Sinai 11. generace

Obrázek 24: Sinai 1. generace

Index jedince Četnost
26 5
27 4
49,15,47,40 3
25 3
22,5,12,38 2
30,23,17,46 2

Tabulka 34: Sinai 1. generace



53

11.2.5 Rastrigin

Obrázek 25: Crypto Random 1500. generace

Index jedince Četnost
23 93
10 91
48 87
37 86
47 83
28 83
46 82
1 78
29 78
5 77

Tabulka 35: Crypto Random 1500. generace

Obrázek 26: Crypto Random 1117. generace

Index jedince Četnost
6 8
2,48,15,20 7
9,38,14,27 6
46,42 6
32,47,40,49 5
35,44,41,10 5
11,24,34,28 4
22,8,37,31,29 4
16,7,33,17 3
19,21 3
1,45,13,3,50 2
30,5,26,23 1

Tabulka 36: Crypto Random 1117. generace
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Obrázek 27: Arnold Cat Map 1208. generace

Index jedince Četnost
23 72
14 72
41 71
45 70
2 65
24 65
34 63
21 63
7 62
22 61

Tabulka 37: Arnold Cat Map 1208. generace

Obrázek 28: Arnold Cat Map 815. generace

Index jedince Četnost
10 5
7,1 4
50,28,27 3
2,6,15,42,5 2
44,29,11,12 1
13,23 1

Tabulka 38: Arnold Cat Map 815. generace
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11.2.6 Schwefel

Obrázek 29: Logistická mapa 576. generace

Index jedince Četnost
26 86
12 71
3 70
39 69
47 69
1 68
18 68
33 68
38 64
31 64

Tabulka 39: Logistická mapa 576. generace

Obrázek 30: Logistická mapa 226. generace

Index jedince Četnost
46 9
32,4 7
6,39 6
3,18,43 5
1,37,2,35 4
23,22,48,27 4
11,24,14,36 3
28,5,19,44 3
33,41,45,29,49 3
30,38,26 2

Tabulka 40: Logistická mapa 226. generace
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Obrázek 31: Arnold Cat Map 564. generace

Index jedince Četnost
43 69
50 67
10 66
18 60
8 59
5 57
24 57
11 56
30 56
15 56

Tabulka 41: Arnold Cat Map 564. generace

Obrázek 32: Arnold Cat Map 263. generace

Index jedince Četnost
45,18 7
39 6
11,7,26 5
41,48,25,36 4
1,12,49,37 3
9,15,34,35,38 3
50,10,47,29 2
24,17,33,23 2
22,27,46 2
40,2,42,43 1

Tabulka 42: Arnold Cat Map 263. generace
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11.3 Závěr

Z předchozích grafů a tabulek můžeme vyhodnotit u jednotlivých funkcí následující
závěry.

• Egg Holder : Při porovnání nejlepšího a nejhoršího generátoru můžeme vidět, že
při vytvoření první generace je využití jedinců, jakožto rodičů ve skoro stejném
rozložení u obou grafů. Avšak po uplynutí pár generací již můžeme vidět změny
struktury grafu. Při 10. generaci u Logistické mapy si můžeme všimnout větší pod-
pory určitých jedinců při výběru jedince, jako rodičů pro generování nových jedinců
do příští generace. U barevné škály si všimneme, že Logistická mapa využívá většinu
jedinců v populaci, oproti tomu v Sinai někteří jedinci stále nejsou využívání. Pro
srovnání obou generátorů je vybrána generace, kdy daný orientovaný graf obsahuje
nejvíce podpoření od nejsilnějšího jedince. U Logistické mapy můžeme vidět, že
jedinec číslo 50 byl vybrán jako rodič pro výpočet nového jedince do následující
generace celkem 13 krát a v jeho závěsu byli ostatní jedinci použiti 12 krát, 11 krát
až desátý jedinec byl použit 9 krát. U Sinai můžeme vidět, že jedinec číslo 46 byl
použit jako rodič 12 krát a druhý nejvíce používaný jedinec již pouze 10 krát a de-
sátý jedinec 8 krát. Ze srovnání obou generátorů vidíme, že v Logistické mapě jsou
jedinci používáni vícekrát a ve větší míře, což vede k lepšímu průběhu zlepšování
dalších generací a většímu předpokladu úspěšného nalezení řešení - v našem pří-
padě globálního minima. V tabulkách je také uvedeno, kdy se jedinec, který nejvíce
přispěl ke zlepšení populace v následujících generacích, začal v této roli vyskytovat
poprvé. U obou generátorů to bylo při první generaci.

• Griewangk : U druhé zkoumané funkce zase proti sobě stojí generátory Sinai a
Logistická mapa. Podíváme-li se do orientovaných grafů, všimneme si, že od gene-
race kdy se začali vyskytovat jedinci, kteří byli vybráni nejvíce krát jako rodiče, u
Logistické mapy vidíme rovnoměrnější využití jedinců. Díky tomuto můžeme říci,
že Logistická mapa má větší předpoklad k nalezení úspěšného řešení. Dále si všim-
neme, že Logistická mapa byla podporována nejlepším jedincem číslo 26 od druhé
až po šestnáctou generaci. U Sinai to byl jedinec číslo 44 a vyskytoval se od první po
desátou generaci. Z tohoto jevu lze vidět, že daný generátor již po deseti generacích
postupně ztrácí své nejčastější jedince, kteří podporovali nové generace jako rodiče.
Za povšimnutí stojí i fakt, že i když Sinai generátor v desáté generaci dosahuje lepší
podpory všech jedinců, v konečném důsledku se jeho vazby rozpadnou a Logistická
mapa dopadne lépe.

• Pathological : Patologická funkce je známa svou obtížností. V literatuře není po-
psáno její globální minimum.. Nejlepších výsledků dosáhl Random generátor a
nejhorších Logistická mapa. Podíváme-li se pozorněji na orientované grafy jednot-
livých generátorů při největší podpoře jedinců, všimneme si, že Logistická mapa
obsahuje lepší podporu svých jedinců jako rodičů. Na druhou stranu u Random
generátoru pseudonáhodných čísel se podpora nejsilnějšího jedince vyskytuje v
menším počtu generací, avšak již od první generace se četnost výběrů tohoto je-
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dince jako rodiče pohybuje na předních příčkách tabulky.Pokud tedy daný jedinec
obsahuje vhodné ohodnocení testovací funkce, velice přispěje ke zlepšení následu-
jících generací. I když se Logistická mapa jeví, že podle struktury grafu by měla
dosáhnout lepšího výsledku, z experimentu 1 víme, že tomu tak není a Random
generátor je vhodnějším kandidátem při použití této funkce.

• Rana : Rana je další z funkcí, u které není známo její globální minimum. Z pohledu na
orientované grafy vidíme, že při první generaci oba dva generátory dosahují velice
odlišných barevných zbarvení. Přestože u Logistické mapy je četnost jednotlivých
jedinců, jako rodičů menší, celkově orientovaný graf dosahuje lepšího rovnoměr-
ného rozložení. Oproti tomu Sinai generátor má jedince, kteří již v první generaci
byli aktivněji vybráni jako rodiče, ale mnoho jedinců přesněji patnáct, nebylo vůbec
vybráno při generování následující generace. Dalším viditelným faktem je, že Lo-
gistická mapa byla nejvíce podporována jedincem číslo 32 a to od první generace
až po čtrnáctou generaci. Sinai byla nejvíce podporována jedincem číslo 46 a to od
první po jedenáctou generaci. Závěrem můžeme tedy říci, že Logistická mapa u této
funkce dosahuje lepšího rozložení využití jedinců při tvorbě nové generace a její
nejsilnější jedinec podporuje následující generace o více generací.

• Rastrigin : U této funkce nejlépe dopadl Crypto Random generátor. Nejhorším
generátorem byl Arnold Cat Map. Jak bylo v úvodu řečeno, zkoumáme nejsilnějšího
jedince, který byl použit nejvíce krát jako rodič a mohl tedy velmi přispět k nalezení
řešení dané funkce. Při 1500. generaci u Crypto Random vidíme, že jedinci, kteří
byli voleni, jako rodiče mají o mnoho větší četnost než je tomu u Arnold Cat Map.
Podíváme-li se na oba orientované grafy od generátorů na generace, kdy se nejsilnější
jedinec začal vyskytovat, vidíme, že struktura grafů je velice rozdílná. Jedinci u
Arnold Cat Map jsou velice pasivní, kdy skoro polovina populace nepřispívá k
vylepšení další generace. U Crypto Random vidíme, že většina jedinců až na tři,
alespoň jednou byla rodičem. Pokud se tedy jedná o Rastrigin funkci, je zřejmé,
že Crypto Random generátor dosahuje většího zlepšení v následujících generacích,
díky přispění většího počtu jedinců v každé generaci.

• Schwefel : U poslední funkce nejlépe dopadl generátor Logistická mapa a nejhůře
generátor Arnold Cat Map. Již z pohledu na tabulky vidíme, že Logistická mapa
ve své největší podporované generaci dosahuje o mnoho větší podpory ze strany
svých jedinců. Arnold Cat Map má podporu od svých jedinců podstatně menší,
což vede v důsledku k pomalejšímu zlepšování následujících generací. Důležitým
faktem u této funkce je, že DE byla nastavena s počátečními parametry, které jsou
pro Schwefelovu funkci velmi vhodně zvoleny. Každý použitý generátor dosáhl u
této funkce úspěšného nalezení globálního minima.

Z předchozích tabulek a orientovaných grafů můžeme říci, že kvalitním generátorem
pseudonáhodných čísel pro DE je Logistická mapa. U většiny námi zvolených testovacích
funkcí dosahuje kvalitních výsledků, ale přesto u Pathological funkce vidíme, že tomu
vždy tak být nemusí.
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12 Závěr

Účelem diplomové práce bylo otestovat jednotlivé pseudonáhodné a chaotické generátory
čísel s použitím diferenciální evoluce. Tyto generátory se testovaly na sadě šesti testovacích
funkcí. Výsledky testu byly zanalyzovány a vyhodnoceny v jednotlivých experimentech, z
nichž se vyvodily závěry kvality jednotlivých generátorů. Můžeme tedy říci, že cíle diplo-
mové práce byly splněné a neexistuje univerzální pseudonáhodný čí chaotický generátor
čísel, který by dosahoval nejlepších výsledků u všech testovacích funkcí. Nejslibnějším
kandidátem se jeví chaotický generátor Logistická mapa, která dosáhla překvapivě dob-
rých výsledků.

Bc. Adam Řehoř
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Abstrakt

Differential evolution is one of the great family of evolutionary algorithms. As well
as all evolutionary algorithms differential evolution uses pseudorandom numbers ge-
nerators in many steps of algorithm. In this paper we will compare pseudorandom
numbers generators as Mersenne Twister, Crypto Random, Random number genera-
tor in Microsoft .NET System.Random class, Visual Studio 2010, Multiply-with-carry,
Xorshift and chaotic numbers generators as Logistic map, Arnold Cat Map and Sinai.
The main goal of this paper is compare these pseudorandom numbers generators
and chaotic numbers generators from the view of differential evolution convergence’s
speed to the global minimum.

A.1 Introduction

Evolutionary algorithms (EAs) are based on three basic principles – natural selection,
crossing and mutation. They work with the population of individuals. Individuals are
created by their parameters and fitness value, which says how this individual is good in
the population. At the beginning the population is generated randomly, that means that
parameters of individuals are generated in their bounds randomly [1]. For this step EAs
need pseudorandom numbers generators as well as in crossing etc.

In [2] authors describe the embedding of Lozi map as the generator of pseudorandom
numbers in DE, where Schwefel’s function with higher dimensions has been used as the
testing function. In [3] authors use three different chaotic attractors – Dissipative standard
map, Lozi map and Arnold Cat map as the pseudorandom numbers generators in Particle
Swarm Optimization (PSO) algorithm. Two chaotic attractors used as the pseudorandom
numbers generators in PSO algorithm – the initial study has been described in [4]. Authors
of [5] deal with the question if evolutionary algorithms really require randomness. In [6]
authors study DE driven by selected six chaotic systems in the task of reactor geometry
optimization. Paper [7] mentions chaos driven DE with Lozi Map in the task of chemical
reactor optimization and in [8] authors deal with impact of various chaotic maps on the
performance of chaos enhanced PSO Algorithm with inertia weight.
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A.2 Differential evolution (DE)

DE has been used at first by Ken Price and Rainer Storm in 1995 [1].

A.2.0.1 Parameters Exact principle of DE is described for example in [1]. The quality
of DE is influenced by it’s control parameters:

• Number of population - NP says how many individuals will be in one population.
(Suggestion value is 10D.)

• Problem dimension - D means the number of cost function arguments.

• Generations - Generations set the number of evolution cycles.

• Crossing threshold - CR may have value from 0 to 1. (Suggestion value is 0,8 - 0,9.)

• Mutation constant - F - may have value from 0 to 2. (Suggestion value is 0,3 -0,9.)

In present time, there are many improved algorithms of DE, for example in [9] authors
speak about a Taguchi-crossover differential evolution (TCDE), in [10] authors mention
a prediction adaptive grouping differential evolution (AGDE) and in [11] a modified
differential evolution algorithm (MDE) is described. In this research we will deal with DE
called DE/rand/1/bin.

A.3 Pseudorandom numbers generators

A.3.1 Mersenne Twister (MT)

Mersenne Twister (MT) has been proposed by Makoto Matsumoto and Takuji Nishimura
in 1997. It is mentioned that Mersenne Twister (MT) is a modification of a Twisted Ge-
neralized Feedback Shift Register (TGFSR). It has a long period – 219937 − 1 and a 623
dimensional equidistribution up to 32-bit accuracy [12].

MT is very popular and it is used in many areas of research, for example in [13],
where Mersenne Twister hardware implementation for the Monte Carlo Localization
Algorithm has been described. In [14], where Makoto Matsumoto is one of the author,
variants of MT suitable for graphic processors are mentioned. MT is used in [15] as one
of the pseudorandom numbers generators for massively parallel simulations on GPU.
In [16] authors mention MT in connection with deterministic parallel random-number
generation for dynamic-multithreading platforms.

A.3.2 Microsoft .NET System.Random class, Visual Studio 2010, (VS 2010)

As we can read in [17] pseudorandom numbers are chosen from a finite set of numbers.
This pseudorandom numbers generator is based on Donald E. Knuth’s subtractive random
number generator algorithm, see [18].

Authors mention that this pseudorandom numbers generator starts with a seed value.
This seed is time-dependent, because it is the way how to produce different sequences of
numbers [17].
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A.3.3 Crypto Random

This pseudorandom numbers generator is an improvement of pseudorandom number
generator of Microsoft .NET System.Random class in Visual Studio 2010 and it has been
used in our research as experimental. Code of this pseudorandom numbers generator is
described in [19].

A.3.4 Multiply-with-carry (MWC) and Xorshift

The author of both pseudorandom numbers generators is G. Marsaglia. It is commonly
known that G. Marsaglia is an author of the famous Mother of all random numbers ge-
nerators, which produces uniformly distributed pseudorandom 32-bits values. Its period
is then 2250.

Big advantage of Xorshift is its speed. It generates numbers very fast, see [20] and
[21]. Xorshift produces a sequence of 232 − 1 integers, or sequence of 264 − 1 pairs x, y
or a sequence of 296 − 1 triples x, y, z by means of repeated use of a simple computer
construction [22].

MWC can generate sequences of random numbers with great periods from 260 to
22000000 very fast, see [23] and [24].

A.4 Discrete chaotic systems as pseudorandom numbers generators in
evolutionary algorithms

In recent time discrete chaotic systems have been used as the generators of pseudoran-
dom numbers in EAs. In [25] chaotic differential evolution algorithm based on competitive
coevolution is described. Other researchers deal with evolutionary synthesis of chaotic
systems in [26] and in [27] deal with symbolic regression of deterministic chaos systems
using GPA-ES system. In [28] authors describe chaos synchronization problem using
Takagi-Sugeno fuzzy observer. Performance of enhanced PSO algorithm with Lozi cha-
otic map is described in [29]. In [30] authors mentioned chaotic populations in genetic
algorithms.

A.4.1 Logistic map

Logistic map is defined by Eg.28. If 0 ≤ a < 1 the map has a sink at x = 0 and every
initial condition between 0 and 1 is attracted to this sink. If 1 < a < 3 the map has a sink
at x = a−1

a . If a is greater than 3, the fixed point x = a−1
a is unstable. When a grows above

1 +
√
6 ≈ 3.45, the period-two sink also becomes unstable. Many periodic orbits arise as

a is increased from 3.45 to 4 [31]. For better illustration see Fig.33.

xn+1 = ax(1− xn) (28)
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Obrázek 33: Logistic map, bifurcation diagram.

A.4.2 Arnold Cat Map

Arnold Cat Map is defined by Eq.29.

xn+1 = (xn + yn) mod 1,

yn+1 = (xn + kyn) mod 1
(29)

In [32] authors study the problem of period distribution of the generalized discrete
Arnold Cat Map over the Galois ring Z(2e). Authors of [32] say that one goal of their paper
is development of chaotic based Arnold Cat Map for encryption/decryption of DICOM
files. In [34] Arnold Cat Map is mentioned in connection with chaos based cryptosystem
for still visual data. In [35] Arnold Cat Map is mentioned in connection with secure medical
image protection scheme based on chaotic maps and in [36] authors use Arnold Cat Map
in connection with a maximum entropy-based chaotic time-variant fragile watermarking
scheme for image tampering detection.

A.4.3 Sinai

Sinai is defined by Eq.30.

xn+1 = (xn + yn + σ cos(2πyn)) mod 1,

yn+1 = (xn + 2yn) mod 1
(30)

In [37] Kolmogorov-Sinai is mentioned in connection with statistics of Poincare recurren-
ces in local and global approaches, in [38] with entropy production in classical Yang-Mills
theory from Glasma initial conditions. In [39] authors connect Kolmogorov-Sinai with
relationship between dynamical entropy and energy dissipation far from thermodyna-
mic equilibrium. In [40] correlation properties of exactly solvable chaotic oscillators is
described. In [41] Sinai billiard is mentioned.
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A.5 Motivation

The main goal of this paper is to compare pseudorandom numbers generators and chaotic
numbers generators used in evolutionary algorithm DE together. We have chosen six
testing functions and we are interesting in which pseudorandom numbers generator will
be better from the view of DE’s convergence’s speed to the global minimum.

A.6 Experiment design

For experiments HP Pavilion dv7-6050 with processor Intel Core i7 with frequency 2 GHz,
4 GB RAM and graphic card AMD Radeon HD 6770M and Microsoft Visual Studio 2010
have been used. The experiments have been processed by Mathematica 8 and Gnuplot
4.6. Precise setting of DE is mentioned in Table 43. As testing functions Egg Holder’s,
Griewangk’s, Pathological’s, Rana’s, Rastrigin’s and Schwefel’s functions have been cho-
sen. For Egg Holder’s, Pathological’s and Rana’s functions there is not common formula
for easy calculation of global minimum. Griewangk’s global minimum is f(x) = 0 as
well as Rastrigin’s. Schwefel’s global minimum is f(x) = −418.9829D where D means
dimension.

The parameter a of logistic map has been set to a = 4. The initial value of x has been
set to x0 = 0.02. In Arnold Cat Map the initial value of x has been set to x0 = 0 and the
initial value of y has been set to y0 =

1√
2
. Parameter k has been set to k = 0.1. In Sinai the

initial value of x has been set to x0 = 0.5 and the initial value of Y has been set to y0 = 0.5.
The value of parameter σ has been set to σ = 0.1.

Tabulka 43: DE setting.

Parameter Value
NP 50
D 20
F 0.4
CR 0.6
Generations 1500

A.7 Results

Results are mentioned in Tables 44, 45, 46, 47, 48 and 49, where we can see minimum,
maximum and average reached values for DE, where Egg Holder’s, Griewangk’s, Patho-
logical’s, Rana’s, Rastrigin’s and Schwefel’s functions have been used as testing functions.
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Tabulka 44: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Egg Holder’s
function has been used as cost function. Setting of DE is mentioned in Table 43.

PRNG Min Max Average
Arnold Cat Map -13243.326 -6828.035 -8350.747
Crypto Random -9876.216 -7274.433 -8416.598
Logistic map -10420.003 -8143.635 -9157.682
MT -10227.992 -7214.173 -8389.643
MWC -8465.763 -6567.594 -7266.990
VS 2010 -15485.638 -7052.491 -8800.282
Sinai -12284.573 -6804.800 -8181.811
Xorshift -10239.755 -6828.035 -8350.747

Tabulka 45: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Griewangk’s
function has been used as cost function. Setting of DE is mentioned in Table 43.

PRNG Min Max Average
Arnold Cat Map 0.101 0.335 0.210
Crypto Random 0.120 0.313 0.199
Logistic map 0.111 0.304 0.195
MT 0.089 0.393 0.213
MWC 0.551 0.823 0.708
VS 2010 0.101 0.375 0.205
Sinai 0.140 0.332 0.228
Xorshift 0.079 0.326 0.210

Tabulka 46: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Pathological’s
function has been used as cost function. Setting of DE is mentioned in Table 43.

PRNG Min Max Average
Arnold Cat Map 3.943 6.471 5.663
Crypto Random 4.821 6.278 5.744
Logistic map 3.805 6.363 5.766
MT 4.499 6.219 5.647
MWC 5.513 6.719 6.369
VS 2010 2.970 6.373 5.329
Sinai 3.352 6.599 5.722
Xorshift 4.677 6.234 5.686
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Tabulka 47: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Rana’s function
has been used as cost function. Setting of DE is mentioned in Table 43.

PRNG Min Max Average
Arnold Cat Map -5908.480 -4366.865 -4931.769
Crypto Random -5808.122 -4478.561 -5065.123
Logistic map -6559.807 -4732.013 -5498.817
MT -5904. 120 -4608.468 -5113.732
MWC -5237.811 -4139.292 -4593.440
VS 2010 -5964.770 -4514.558 -5051.146
Sinai -5993.439 -4102.931 -4893.173
Xorshift -5700.747 -4447.350 -5100.393

Tabulka 48: Comparison of pseudorandom numbers generators (PRNGs) and chao-
tic numbers generators from the view of DE’s convergence’s speed, where Rastrigin’s
function has been used as cost function. Setting of DE is mentioned in Table 43.

PRNG Min Max Average
Arnold Cat Map 0.100 8.812 4.296
Crypto Random 0 6.660 2.535
Logistic map 0 7.761 2.548
MT 0 6.965 3.269
MWC 33.106 63.861 49.776
VS 2010 0 8.522 3.788
Sinai 0.048 8.039 3.632
Xorshift 0 7.683 3.194

Tabulka 49: Comparison of pseudorandom numbers generators (PRNGs) and chao-
tic numbers generators from the view of DE’s convergence’s speed, where Schwefel’s
function has been used as cost function. Setting of DE is mentioned in Table 43.

PRNG Min Max Average
Arnold Cat Map -8379.658 -8142.781 -8355.970
Crypto Random -8379.658 -8261.219 -8370.183
Logistic map -8379.658 -8261.219 -8378.473
MT -8379.658 -8261.219 -8377.289
MWC -8379.658 -8261.219 -8378.530
VS 2010 -8379.658 -8261.219 -8368.998
Sinai -8379.658 -8261.219 -8363.076
Xorshift -8379.658 -8142.781 -8355.970
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A.8 Conclusion

From the results mentioned in previous section we can make sme conclusions:

• Egg Holder’s function: When we look at the Table 44, we will see that the best
results were reached when Logistic map with parameter a = 4 had been used as
chaotic numbers generator. The speed of DE’s convergence to the global minimum
is the best in this case. It is clear from the column Average. On the other hand the
smallest minimum value was reached when VS 2010 had been used as pseudoran-
dom numbers generator.

• Griewangk’s function: From Table 45 we can see that the best results were reached
when Logistic map with parameter a = 4 had been used as pseudorandom numbers
generator. From the column Average we can see that average reached value is the
smallest for Logistic map. That means that DE converged to the global minimum
faster when Logistic map with parameter a = 4 had been used than when other
pseudorandom numbers had been used. When we look at the column Min, we
will see that minimum reached values are comparable. It is true that the best results
were reached when Xorshift had been used. However, DE did not reached the global
minimum in any case of pseudorandom numbers generator.

• Pathological’s function: Table 46 say that the best results were reached when ge-
nerator of pseudorandom numbers of VS 2010 had been used. When we look at
the other pseudorandom numbers generator we will see, that the results of all
pseudorandom numbers generators are comparable for Pathological function. It is
interesting that the minimum value of fitness was reached when VS 2010 had been
used too.

• Rana’s function: DE reached the best results when Logistic map had been used as
pseudorandom numbers generator. We can see that the average reached value of
fitness is the smallest as well as minimum reached value for the row Logistic map.
Results of other pseudorandom numbers generators are comparable.

• Rastrigin’s function: We can see in Table 48 that the global minimum was reached
when Crypto Random, Logistic map, MT, VS 2010 and Xorshift had been used.
When Arnold Cat Map, Sinai and MWC had been used the global minimum was
not reached. From the view of DE convergence’s speed Crypto Random and Logistic
map reached the best results. The average reached values of MT, VS 2010, MT and
Xorshift are comparable. The worst values were reached when MWC had been used.

• Schwefel’s function: In Table 49 there are results for Schwefel’s function. As we can
see DE convergence’s speed was the best when MWC and Logistic map had been
used as the pseudorandom numbers generators. The global minimum was reached
for all pseudorandom numbers generators.



71

From Tables 44, 45, 46, 47, 48 and 49 we can see that the best pseudorandom numbers
generator from the view of DE convergence’s speed has become Logistic map. DE’s con-
vergence’s speed was the best almost for all chosen cost functions except Pathological. On
the other hand when we look at the Table 46 we will see that the average reached values
are comparable for all pseudorandom numbers generators. When VS 2010 had been used,
DE reached the smallest minimum value.
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