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Abstrakt

Cilem této diplomové prace je naimplementovat algoritmus diferencidlni evoluce, na kte-
rém jsou vyuZzity pseudonadhodné a chaotické generatory cisel. Poté analyzovat jednotlivé
generatory v sadé experimentti.

KliGova slova: diferencidlni evoluce, evolu¢ni algoritmy, pseudondhodné generatory,
chaotické generatory

Abstract

The thesis aims to implementation of differential evolution, using both standard and
chaotic pseudo-random number generators. In another part of the thesis generators were
tested by a set of experiments.

Keywords: differential evolution, evolutionary techniques, pseudo-random number gen-
erators, chaotic generators
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1 Uvod

V soucastné dobé je vypocetni technika velice rozsahlym ndstrojem vyuZzivanym pfi feSeni
vypocetnich postupti. V poslednich desetiletich si mtZeme vSimnout velkého rozmachu
vyuzivani novych numerickych optimaliza¢nich metod. Tyto metody jsou vypocetné né-
metod neni dostupné jenom na nejvykonnéjsich laboratornich pocitacich, ale je rovnéz
mozné je vyuZit i na standardnich dostupnych pocitacich. Vyhodou optimaliza¢nich me-
tod je kladeni velkého dtirazu na nastaveni a omezeni poc¢ate¢nich podminek. Dalsimi
pozadavky mohou byt ekonomického popiipadé jiného charakteru.

Dnesni vypocetni vykon podcitacti spolu s dostupnymi softwarovymi produkty umozniuje
fedit slozité optimaliza¢ni tlohy s vyuZitim evolué¢nich algoritmii. Vyhodou téchto al-
goritmt je jejich snadna aplikace na feSeny problém. Nevyhodou byva velice vysoka
¢asova ndrocnost, kterd je zplisobena vykonanim velkého mnozZstvi krokt pfi hledani op-
timalniho feSeni. Jelikoz feSime konkrétni problém pfi vhodném nastaveni poc¢atecnich
podminek 1ze dosdhnout pozadovanych vysledki velice rychle.



2 Uvod do evoluénich algoritmt

ProtoZe hlavnim cilem diplomové préce je pravé vyuZiti jednoho z evolu¢nich algoritm
(EA), budu se snazit v této kapitole nastinit funkcnost a historii evolu¢nich algoritm.

Prvni zminky o evoluénich algoritmech jsou datovany do poloviny 70. let (Holland,
1975), kdy se poprvé objevily genetické algoritmy, coZ je podmnoZina evoluc¢nich algo-
ritmt. Popfipadé jesté dfive byly pouzity takzvané evolu¢ni strategie, které miizeme také
zafadit do evoluc¢nich algoritmi, a to v poloviné 60. let pany Rechenberg - 1973, Schwefel -
1977. Pokud vSak vezmeme v tivahu vSechna fakta a znalosti o tom jak evolu¢ni algoritmy
funguji, mtZeme ¥ict, Ze jejimi zakladateli byli jiZ takové osobnosti jako A. M. Turing, N.
A. Barricelli a jini. UZ v jejich dobé byly formulovédny a nadefinovany principy, které jsou
totoZné s principy evolucnich algoritmfi, avSsak nebylo mozné je realizovat. To bylo ziejmé

Evoluéni techniky jsou zaloZeny na numerickych algoritmech, které se opiraji o z4-
kladni principy Darwinovy a Mendelovy teorie evoluce. Jeji hlavni podstata spocivad v
predéavéni rodi¢ovskych genomt novym potomkim, pfic¢emz poté rodic¢e sami zaniknou
a nechaji Zivotni prostor svym ,détem”. Tento novy prostor, ktery vznikl, se dd oznacit
jako jedna generace potomku. Plati zde pravidlo, Ze kazd4 generace je minimaIné stejnd
anebo lepsi neZ generace predchozi.

Pokud se budeme opirat o Darwinovu a o Mendelovu teorii evoluce, je uznavané
evolu¢ni dogma, podle kterého se nové druhy vyvijeji tak, Ze z rodi¢tijsou plozeni potomci,
ktefi pfi svém vzniku podléhaji mutacim svym rodici. Z celé generace jsou vybrani jenom
ti nejsilngjsi a nejlepsi potomci, ktefi vytvori novou populaci. V tomhle okamziku se oni
sami stdvaji rodici a celd evoluce se opakuje. Schéma principu evoluce je zndzornéné na
obr.[l} VySe zminény postup je pfeneseny do vypocetnich metod, ktery je popsan v dalsim
odstavci[1]].



Definice parametrd
evoluéniho algoritmu (fidici | ——»
a ukonéovaci parametry,...)

Naplnéni nové
populace vybranymi
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Obrazek 1: Obecny cyklus evolu¢niho algoritmu. [1]



Pfi pouZiti evolu¢nich algoritmt pro tcely redlného pouZiti je postup podle obrazku
nasledujici:

1.

10.

Vymezeni parametri evoluce: kazdy algoritmus musi mit nadefinované parame-
try, které fidi jeho béh, popfipadé je pfi splnéni ukoncovacich podminek ukondi.
Jako kriteria mZeme mit naptiklad pocet cyklh. Ve stejném okamziku musi byt
zvolena i Gcelova funkce, které se budeme podrobnéji vénovat v kapitole o dife-
rencidlni evoluci. Dalsi nezbytnou souéasti je takzvand vhodnost (anglicky fitness),
ktera ohodnoti vhodnost kazdého jedince viici tcelové funkci. Ucelovou funkci je
obvykle matematicky model, ktery popisuje problém, jez je potieba vyfesit, a jehoZ
minimalizace ¢i maximalizace vede k vyfeSeni problému. Funkce je tedy ekvivalen-
tem ,Zivotniho prostfedi” v ném vyhodnocujeme kvalitu aktudlnich jedincti.

Generovani prvotni populace: podle poc¢tu optimalizovanych argumentt tcelové
funkce a kritérii, které jsou stanoveny uzivatelem, je vygenerovana prvotni populace
jedinct. V matematickém zépisu je jedinec vyobrazen jako vektor ¢isel, ktery nese
tolik sloZek, kolik je optimalizovanych parametrti ticelové funkce. Kazda slozka je
nastavend ndhodnég, tim pddem kaZdy jedinec pfedstavuje jedno konkrétni fesSeni
daného problému. Jak jiZ bylo fe¢eno dfive, mnoziné jedinct se fika populace.

Kazdy jedinec je ohodnocen skrze ndmi definovanou tcelovou funkci a kazdému
se bud pfifadi hodnota vracena tcelovou funkci anebo vhodnost, coZ je upravend
hodnota ucelové funkce.

. Vybér rodic¢t podle jejich kvality (vhodnosti nebo hodnoty tcelové funkce), popfi-

padé i podle dalSich kritérii.

Mv P

Kf¥iZenim rodi¢ti jsou tvofeni novi potomci, avsak proces k¥iZeni je u kazdého algo-
ritmu odlisny. Napfiiklad u genetického algoritmu jsou pfehozeny ¢asti rodicti a u
diferencidlni evoluce je k¥iZeni jistou vektorovou operaci.

Kazdy potomek je zmutovan. Novy jedinec je pozménén pomoci vhodného ndhod-
ného procesu. Tento krok je stejny jako u biologické mutace genti jedince.

Kazdy nové vznikly jedinec je ohodnocen stejné, jako je tomu v kroku €. 3.
Nyni jsou vybrani nejlepsi jedinci.
Nejlepsi jedinci vytvofi novou populaci.

Stara populace je zapomenuta a na jeji misto nastupuje populace nova. Cely proces
se opakuje od kroku ¢. 4.

Jak zde mtiZeme vidét, i ve vypocetni technice Ize uplatiiovat evolué¢ni techniky. Tyto
techniky ndm mohou pomoci vyfesit optimaliza¢ni problémy, na které by normalni algo-
ritmy nestacily, nebo by byly tak ¢asové ndroc¢né, Ze najit jejich nejlepsi feSeni by nebylo v
rozumném c¢asovém tseku mozné.[1]
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3 Diferencialni evoluce

Prvni vefejnd prezentace diferencialni evoluce (DE) probéhla v roce 1995 panem R. Stor-
mem a K. V. Pricem v Technical Report[2] . Nasledujici rok byl na First Internation Contest
on Evolutionary Computation — 1stICEO (Prvni mezindrodni soutéZ vyvojovych vypocti)
vyhlagen jako tfeti nejlepsi geneticky algoritmus pro nalezeni feSeni realnych hodnot tes-
tovanych funkci. Na prvnich dvou pozicich se umistily non-genetické algoritmy(GA), sice
nebyly univerzélni, ale dokazaly zoptimalizovat testovanou funkci rychleji nez DE.

Diferencidlni evoluce je velice jednoduchy algoritmus, ktery je schopen nalézt popu-
laci moZnych feSeni zaloZeny na redlné ohodnocovaci nebo také tcelové funkci. Pozdéji
si ukdzeme, Ze dobra formulace funkce je nesmirné dalezity krok pro spravnou a rychlou
konvergenci k findlnimu spravnému feseni. DE algoritmy maji rychlost konvergence pfi
porovnani s klasickymi algoritmy viditeIné mensi a proto je téhle problematice vénovana
vysoka pozornost. Proto tedy byl dalsi vyvoj tohoto algoritmu poznamenan snahou vyle-
psita zvysitjeho tcinnost pomoci zrychleni konvergence, kterd byla hlavnim nedostatkem
tohoto algoritmu.

Bylo zpracovano mnoho teorii na toto téma, ze kterych vyplyvalo, Ze dalsi vhodny
postup je dopracovat do DE klasickou negradientni metodu optimalizace. T. Rogalsky ve
spolupraci s R. W. Derksenem napsali v roce 2000 ¢lanek[3], ve kterém je popsdn DE kom-
binovany s metodou Downhill Simplex. Nové vznikla metoda byla pojmenovana tvtrci
jako HDE (Hybridized Differential Evolution) algoritmus. Autofi uvadéji, Ze 1ze dosah-
nout az 50% zlepseni DE. Jak mtZeme vidét modifikovanych DE algoritmii je mnoho,
avSak dalsi modifikace nejsou obsahem této diplomové préce, tudiz se v nasledujici kapi-
tole budeme vénovat pouze zakladni DE. BliZe si nastinime redlnou realizaci algoritmu,
jeji matematicky popis a funkénost. Dané popisy jsou publikovdny napiiklad v [1] a[4].

3.1 Diferencialni evoluce a jeji matematicky zapis

Algoritmus pracuje s generacemi jedincti, ktefi jsou reprezentovani redlnou hodnotou a
jsou sloZeni do vektorti. Pfed samotnym spusténim DE algoritmi je potfeba vygenerovat
nahodnou prvotni populaci P = 0 o NP D-dimenzionalnich vektoru (jedincti) z; j ¢:

PG = {x?GV:UQ_,)G’ ...,.’,IZ'ZG, ...,xﬁRG},xj_b = xi’j’G’
TijG=0 = :Ul(.lo) + rand;[0, 1] * (mihi) — xz(lo)) 1)
j= 1,2,.,NP,NP>4,i=1,2,...D

(hi)

kde CL‘ElO) je spodnia z;” horni mez povolenych hodnot.
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. . . o e o . l hi
Jak mtizeme vidét, velikost parametri jedincti je ohranicena zdola xi °) a shora xE 2

Dtivodem je ziskdni pouze takovych feSeni v ndmi nadefinovaném rozmezi. Dolni index
i uréuje, Ze kazdé nové generované ndhodné ¢islo je generovano pro kazdou hodnotu i.
Pokud dolni index je j, poté je ndhodné ¢islo generovdno pouze jedenkrat pro kazdého
jedince z populace. Vyraz rand;[0, 1] zndzoriiuje nahodnou proménnou v rozmezi od 0
do 1. Poté dostdvame podminku:

(hi)

2\ <z <2 i=1,..D. )

Po vytvofeni ndhodné prvotni populace, se DE provede tolikrét, kolik mdme poctt
generaci G = 1,2,3,..,Gmax, kde pfi kazdé tvorbé nové populace je vyuZito mutace,
rekombinace a selekce. DE vyuZiva k vytvofeni ,zkusebniho” vektoru jak mutace tak i

rekombinace, ktera je aplikovana na kazdy ,rodicovsky” vektor, jak mGZeme vidét na
nasledujicim pfikladu:

r1,7T2,T3 € {1, 2, ...,NP},
(ndhodny vybér, kromeé: 1 # 1o # 13 # j)
irand = int(rand;[0,1] * D) + 1
fori=1;i<D;i=1i+1)
{ ©)
if(rand;[0,1] < CRV i = iygpa)
Ui j,G+1 = Vij,G+1 = Tir3,c + F * (Tir1,6 — Tir2,q)
else Us,5,G+1 = T4.5,G

}

71,72, 73 jsou tfi nahodné vybrani jedinci ze stejné populace v dané generaci, ktefi jsou
reprezentovani vektory a jsou navzdjem od sebe odlisni a zaroveri jsou odlisni od j, coz je
vektor ,rodice”. Podle této interpetace musi byt splnéna podminka z def. [I| kde NP (ve-
likost populace) musi byt vet$i nebo rovno ¢tyfem. Mezi takto dvéma vybranymi jedinci
provedeme jejich tvz. diferenci, to znamend Ze odecteme rozdil hodnot obou vektorti.
Po této operaci ziskdme ,rozdilovy vektor”, ktery pfendsobime ndsobnou konstantou F'
(mutaéni konstanta). Jak si miiZzeme vS§imnout, pokud rand;[0, 1] je mensi nez C'R nebo-li
i = irand, pOté je potomek kombinaci tfi ndhodné vybranych vektort, v opa¢ném piipadé
vznikne potomek, ktery je stejny jako jeho rodice. Z toho dtavodu je vloZena podminka
i = irand , Kterd zajisti rozdilnost nového potomka, alespon v jedné proménné vektoru.
CR a F jsou uZzivatelsky nastavitelné proménné.

F — mutation amplification (mutacni konstanta) — je redlna hodnota v intervalu [0; 1],
kterd zmensi ¢ zvétsi vSechny parametry naseho rozdilového vektoru. Poté nésleduje tvz.
mutace, kterd spocivd v souctu nami ziskaného vdhového vektoru a posledniho tfetiho
jedince. Vystupem této operace je tvz. noisy vector ,Sumovy vektor”, ktery bude déle
pouzit pti dalsim kroku kiiZeni (CR).

CR — crossover faktor(prah kfizeni)- je redlnd hodnota v intervalu [0; 1] ktera udava
pravdépodobnost, Ze ,gen” naseho ziskdného Sumového vektoru se bude moci zkfiZit s
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genem ndmi porovnavaného jedince. TakZe kiiZeni je zde opét ndhodny proces. Vysled-
kem k#iZeni ziskame ,testovaci vektor” (trial vector).

Proménné C'R a F dokaZou ve velké mife ovlivnit rychlost konvergence. Pfi hled4ni
jejich optimélnich hodnot neexistuje pravidlo, které urcuje spravné nastaveni hodnot,
pro ndmi potiebnou cilovou funkci. Dal3im ovliviiujicim faktorem je i velikost populace
NP, ktera dokaze ve veliké mife ovlivnit faktory CR a F' a mit vliv na celkovou rychlost
konvergence k nalezeni tispésného feSeni. Proto proménné C'R, F'a N P hleddme metodou
pokus — omyl a snazime se najit nejvhodnéjsi nastaveni pro dany problém. Avsak existuji
jistd doporuceni pro nastaveni.

F — hodnotu proménné se doporucuje nastavit v rozmezi F' = 0,4-0,8. Nizsimi
hodnotami dosdhneme pfedcasné konvergence, naopak vyssimi dosdhneme stagnace
populace[6].

CR - hodnotu proménné se doporucuje nastavit v rozmezi CR = 0,5-0, 8 . Niz8§imi
hodnotami zpomalujeme nalezeni feSeni, a naopak vyssimi zvySujeme riziko stagnace
populace, a sniZime pocet moznych nalezenych feseni[6].

NP - proménna, kterd zajistuje velikost populace v kazdé generaci. Hodnota para-
metru je uvadénd v publikacich jako ndsobnd hodnota nezévisle optimalizovanych pro-
ménnych D. V publikaci [5] je doporucend hodnota nastaveni NP = 20D. Jind publikace
[6] uvadi doporucené nastaveni parametru NP = 10D. Nastaveni parametru NP na hod-
noty vyssineZ je uvadéno v publikacich nemusi byt Spatné, vétsi velikost populace miize
sniZzit riziko stagnace, avSak celkova naroc¢nost algoritmu se zndsobi. CoZ vede k delSimu
vypocetnimu ¢asu, pfi¢emz nalezeni spravného feSeni je oddaleno. Naopak velikost po-
pulace nabyvajicich nizkych hodnot mtiZe vést k pfed¢asné konvergenci, ¢imz snizujeme
mozZnost nalezeni spravného feSeni. I pfesto volba populace je velice individualni a neni
mozZné presné stanovit jeji velikost, pouze doporucit pocatecni nastaveni.

Nyni jiZ mdme vygenerovany testovaci vektor, ktery ndm urcuje jedno mozné feSeni.
Na vektor je uplatnénd ohodnocovaci tvz. tcelova funkce K. Tato funkce pfifadi na-
Semu testovacimu vektoru redlnou hodnotu a odpovidd odchylce zadanych poZadavkda.
Nésledné je dand hodnota porovnévéana s hodnotou rodi¢ovského vektoru. Pokud pfi po-
rovnani nastane, Ze hodnota zkusebniho vektoru bude mit lepsi vysledek téelové funkce
neZ rodic¢ovsky vektor bude umistén do nasledujici generace. Naopak pokud dosdhne
horsiho vysledku, bude zahozen a do nové generace postoupi sdm rodi¢. Tento krok se
nazyva selekce. Matematicky Ize vySe zminény postup zapsat nasledovné :

o _ Jijen pokud K(dja+1) < K(Zj6),

TjG41 =9 5 (4)
Tjq  jinak.

Vys$e uvedenym postupem vygenerujeme celkovy pocet jedincti do nové populace v

nasledujici generaci. Madme zajisténo, Ze kazda generace bude lepsi nez pfedchozi a DE

algoritmus pobézi tak dlouho, dokud nenastane jedna z nasledujicich moZnosti:
e Neni nalezeno feSeni

e Algoritmus je ukonc¢en omezujicimi podminkami (vygenerovani kone¢ného poctu
generaci)
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Pfi spojeni formuli affl dohromady ziskdme zdkladni verzi DE algoritmu, ktery
je v publikacich oznacovan DE/rand/1/bin . Tato verze DE algoritmu je pouZita i v této
diplomové préci pfi experimentech.

Vstup: D, Gpaa, NP >4, F € (0,1), CR € [0,1] a pocatecni omezeni: xglo), azf

Vi< NPVi <D :x;G-0= xglo) + rand; [0,1] - (%(hi) — azglo) )
j={1,2, ..., NP}, i={1,2,...,D}, G=0, rand;[0,1] € [0,1]

()

hi)

Inicializace: {

While G < Gmax

Mutace a rekombinace :
ri, ro, 3 € {1, 2, ..., NP}, nahodny vyber, krome ry # ry # r3#j

irand = {1, 2, ..., D}, nahodny vyber pro kazde j
Ti, ry, G T F - (xi, r,G — L, TQ,G)
V] < NP Vi <D : Ui 5.G+1= ’Lf ( rand; [0, 1] <CR 1= irand)

¥ ja  Jjinak
Vyber :
2 Gt = { Uy an if K (U a+1) S K (7, 0)
’ j,G  jinak

G=G+1

(1]

3.2 Druhy diferencialni evoluce

Vysvétlili jsme si zdkladni DE algoritmus, ktery je oznacovan jako DE/rand/1/bin. Vy-
svétlime si, cojednotlivé znaceni znamend a s jakymi variantami se 1ze jesté setkat. Detailni
popis si uvedeme u zdkladniho algoritmu, ktery je vyuZivan v diplomové praci a ostatni
modifikace pouze zminime, at si ¢tenai miiZze udélat obrazek, Ze DE algoritmu je cela
fada. Popis jednotlivych modifikaci, které jsou zde jenom zminény lze nalézt v literatufe
[5] a [7].

3.2.1 DE/rand/1/bin

Kazdému vektoru 7 g j = 1,2, ..., NP je vytvofen testovaci vektor v; 41 podle vztahu:

Uj.g4+1 = Tr1,6 + F * (Zr2.6 — Tr3.q) (6)

Znaceni za¢ind pismeny DE/ ..., které pfedstavuje nazev algoritmu. V nasem piipadé
se jedna o diferencialni evoluci (DE).

.../rand/... oznacuje, Ze Sumovi jedinci (noise vektor), které ziskdme v pribéhu béhu
algoritmu, jak jiz bylo vysvétleno v pfedchozi kapitole, se budou skladat z ndhodného
jedince 7,1 ¢ a vdhové diference jedincti, coz vidime na vztahu:

nvgy1r = F * (ro,¢ — Tr3,q) (7)
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.../1/... oznacuje kolik ndhodné vybranych péarti se zticastni mutace. V naSem piipadé
se jedna o ¢islo jedna, tudiZ uZijeme jeden par, coz jsou dva jedinci. Pokud bude zvoleno
¢islo dvé, budou uzity pary dva, coz jsou ¢tyfi jedinci.

Posledni oznaceni .../bin znamend, Ze dany algoritmus uziva dvojélenného rozdéleni
k#iZeni (binomial distribution).

3.2.2 DE/best/1/exp

G G G
v = xbest,j + F ('er,j - xr3,j) (8)

3.2.3 DE/rand/1/exp

UZZL‘ +F*(r2] 7%,]) (9)

rl,j

3.2.4 DE/rand-to-best/1/exp

v= xicfj + A (‘/EbGest,j ) + Fx ( rl] x%,j) (10)

3.2.5 DE/best/2/exp

v = flbeest,j + Fx (%«Gl,j + x%,j - l’%,j - xgl,j) (11)
3.2.6 DE/rand/2/exp
U:‘TTE)]—’_F*( r1]+xr2] x%,j_xgl,j) (12)
3.2.7 DE/best/1/bin
v = beest,j + F'x (‘rr%] - er:s]) (13)
3.2.8 DE/rand-to-best/1/bin
U_:B +)‘*(xbestj )+F*( r1] %,j) (14)

3.2.9 DE/best/2/bin

G G G G G
V= Tppgy s+ F R (T 2 — 25— T ) (15)
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3.2.10 DE/rand/2/bin

e G G G
R A e R e e YR )) (16)

_ .G
V=25

3.3 Shrnuti diferencialni evoluce

DE algoritmy se snaZi nalézt nejlepsi feSeni optimaliza¢ni dlohy. PouZitim ohodnoco-
vaci funkce jsme schopni vyhodnotit kvalitu moznych feSeni. Velkym problémem DE je
stagnace v lokdlnim extrému. Pfedejit takové situaci je mozno v pfipadé, pokud spravné
nastavime proménné, kterymi jsou:

e Populace (NP)
e Mutac¢ni konstanta (F)

e Faktor kiiZeni (CR)

Doporuceni, které ndm pomohou k spravnému nastaveni DE, jsou:
1. Pfi pouZiti vétsi populace sniZujeme riziko stagnace

2. Pouziti F' = 1 neni doporucovano, zvolenim této hodnoty sniZime réiznorodost
potenciondlnich testovanych vektorti a tim muze dojit ke stagnaci.

3. Pfi pouziti CR = 1 dochézi k rapidnimu sniZeni poctu feseni[2].

Dalsi doporucent a nasledky pfi volbé proménnych nalezneme v literatute [4]. I kdyz
v DE algoritmu existuje také moZnost stagnace, miizeme fici, Ze i pfesto se jedna o
velice silny algoritmus. Dalsi vyhodou je pomérné snadnd implementace, diky které 1ze
prohledéavat oblast feSeni paralelné. Diky tomuto pfistupu lze rychle a efektivné v jednom
priichodu ziskat mnoZinu moZnych feSeni. Pokud vezmeme v potaz vSechny zminéné
d@vody, mtizeme DE povazovat za velmi efektivni optimaliza¢ni algoritmus.

Touto kapitolou jsme se seznamili s vlastnostmi DE, které jsou mutace, selekce a
kfiZeni. Sezndmili jsme se s historii a lehce se zminili, kterym smérem se dalsi verze
algoritmu sméfuje. Poté jsme si popsali matematickou interpretaci funk¢nosti zékladniho
DE algoritmu. Pozorny ¢tenaf by mél byt po pfecteni schopen jej v praxi aplikovat. V
posledni ¢asti kapitoly jsou zminény jednotlivé druhy DE pro uceleni pojmu, které se v
literatute vyskytuji.
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4 Testovaci funkce

Po precteni pfedchozi kapitoly chapeme princip diferencidlni evoluce, a jak mtiZe byt uZi-
te¢nd pii feSeni optimalizac¢nich problémt. Avsak i pfesto je moZzné pii nadvrhu algoritmu
dojit k chybé, kterd zapfi¢ini zkreslené feseni tlohy a v hor$im pi¥ipadé vibec Zadné. K
tomu abychom si mohli ovéfit spravnou funkcionalitu ndmi naimplementovaného ndvrhu
feSeni, se pouZivaji dva rozdilné zptsoby:

1. Vprvnim zptisobu obvykle pouZijeme jiZ existujici vyfeSeny problém, kde byl uplat-
nény jiny algoritmus. Vysledky ndmi testovaného algoritmu, poté porovname s vy-
sledky jiz existujicimi. Pokud se shoduji, mdme jistotu, Ze testovany algoritmus je
spravny a mtiZeme ho pouZit na feSeni problému, pro ktery byl ptivodné vytvofen.

2. Druhy zptisob je pouZiti mnoziny testovacich funkci. Tato mnoZina obsahuje funkce
s riznymi vlastnostmi, napfiklad nelinearita, rizné patologie typu rovina v okoli
extrému apod. Dale miZeme mnoZinu rozdélit, jak jiz bylo fec¢eno, podle jejich
obtiZnosti a dojit ke spravnému feSeni. Ve druhém p¥ipadé jestli dana funkce vtibec
spravné feSeni v podobé globalniho minima ma[1].

V této diplomové praci bylo pouZito v praktické ¢asti celkové Sest rtiznych testovacich
funkci. Tfi, u kterych je zndmo globalni minimum a tfi, u kterych globdlni minimum
znamo neni. Proto v ndsledujicich podkapitoldch bude pro kazdou funkci zndzornén
jeji analyticky zapis a jeji vzhled v tfidimenziondlnim prostoru a vrstevnicovy graf ve
dvoudimenzionalnim prostoru. Déle, pokud je u dané testovaci funkce zndmo globalni
minimum bude zde zminénol[1].

Pfi nastaveni parametru dimenze D v DE byla pouzita hodnota dvacet. Abychom
byli schopni u testovacich funkci zjistit hodnotu globdlntho minima pfi pouZiti dvaceti
dimenzi (20D), sta¢i ndm znat jeho hodnotu v jednodimenziondlnim prostoru(1D). Poté
k vypoctu nami poZzadovaného extrému ve 20D ndm staci vyndsobit hodnotu extrému v
1D ¢islem dimenze, coZ v naSem piipadé je ¢islo 20.

Jiz vime, jak otestovat DE na testovacich funkcich a ovéfit si spravnost implementace,
ale i pfesto nemusime byt vzdy tspésni. Pokud je na nasi testovaci funkci zndmo globalni
Spatnou implementaci. Jak jsme si v pfedchozi kapitole fekli, DE je velice citlivd na
nastaveni vstupnich parametrti, coZ ve vysledku se miiZe navenek jevit jako nefunkéni
algoritmus. Jako jeden z piikladd si miZeme uvést maly pocet generaci. DE funguje
spravng, ale jelikoZ jeji ukoncovaci podminka je pocet generaci, mtZe nastat pfipad, kdy
jednotlivé generace se stale zlepsuji a pfibliZzuji ke globalnimu minimu, avSak jejich snaZeni
je ukonceno kviili malému nastaveni poctu generaci.
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4.1 Rastriginova funkce

D
2D ) 2} — 10cos(2m;) (17)
=1

Obrazek 2: Rastriginova funkce. ¢erveny bod vpravo reprezentuje pozici globdlniho ex-
trému. Obrazek pfevzat z knizky [1].

Globalni minimum:
v E2

e na pozici (x1,22) = (0,0)

e 0 hodnoté y=20

v E,

e na pozici (21,2, ...,25) = (0,0,...,0)

e 0 hodnoté y=0x%xn
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4.2 Schwefelova funkce

D
Z —x % sin(y/]a;])
i=1

2

s |

100 |

(18)
5~ W0 TG TR
- —00 )
| —600 = ~id
40 Ko
o
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L Eii] ] ]
: it
20 A o
a3 —300 30 —BO0 i
o
200 0 T
0 -2 — i
" 2y MK
[
'||||||||||_12"'.|.'||||||||||_|m|||'
[} 1CHE pLL] k(1] 400 o0

Obrazek 3: Schwefelova funkce. ¢erveny bod vpravo reprezentuje pozici globdlniho ex-
trému. Obrazek pfevzat z knizky [1].

Globalni minimum:

\% E2

® na pozici

e 0 hodnoté
v E,

e na pozici

e 0 hodnoté

(1, 22) = (420,969; 420, 969)

y = —837, 966

(1,22, ..., ) = (420,969, ...,420,969)

y = —418,983 x n
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4.3

Griewangkova funkce

D D
1+ E 7} - H cos(ﬂ)
= 4000 Vi

4l

(19)
[h2s (3 ! ! L
2
|75
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.74 125 07
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175
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Obrazek 4: Griewangkova funkce. ¢erveny bod vpravo reprezentuje pozici globélniho
extrému. Obréazek ptevzat z knizky [1].

Globalni minimum:

\% Eg

® na pozici

e 0 hodnoté
v E,

e na pozici

e 0 hodnoté

(z1,22) = (0,0)

y=20

(‘rl: L2y -eey ﬂfn) = (0, 0,

y=0xn=0

,0)
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4.4 Egg holder funkce

D-1
> (—iL‘i sin(y/|@; — wip1 — 47]) — (wig1 + 47) Sin(\/|37i+1 +47+ %D)
-1

RllLl]

(20)
SO0 =i —R00 [1] e
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| ~ B Sl
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Obrézek 5: Egg holder funkce. Obrazek pfevzat z knizky [1].

Globalni minimum:

e Pfesnou hodnotu globdlniho minima autofi v literatui'e nikde nenasli.
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4.5 Ranova funkce

D—
Z ( x; sin \/ |£L',H_1 +1-— :L‘ll) COS(\/ |$i+1 + 1+ .’L’Z|)+ ) (21)
pot (xig1 + 1) cos(y/|zit1 + 1 — x4|) sin(\/|zit1 + 1 + z4))

100 HE VI ' y g
- - T 1 | _
ity s " TP 2
I —i
b6 =
a— 7 /iks
e s ]
- r-33
'-'_-E 13 1?'
B9 ) 1
o I =33 -3iph
L B 53 33
v 56
i 33 i
=ﬁ&3 ¥ EE] *, —3i
sl / =33 —55_
is . '
s -!3
i A |
| e 665 -n —ai
ol s B e om i 7
L] 5!'] I.'I ]I'HI

Obrézek 6: Ranova funkce. Obrazek ptevzat z knizky [1]].
Globalni minimum:

e Pfesnou hodnotu globdlniho minima autofi v literatufe nikde nenasli.
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4.6 Patologicka funkce

D-1 sin(,/100x2 — 22, )% — 0,5
3 (0,5+( - (22)

— 14 0,001(2? — 223wi41 + 22,)?)

1

Obrazek 7: Patologicka funkce. Obrazek pfevzat z knizky [1].
Globalni minimum:
e Pfesnou hodnotu globdlniho minima autofi v literatufe nikde nenasli.

Existuje mnoho testovacich funkci, ale jejich popis neni v ramci této diplomové prace
dilezity. VSem ctendftum, ktefi se chtéji dozvédét vice o dalsich testovacich funkcich,
uvedu zde publikace, kde se o dané problematice dozvédi mnoho informaci[1].
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5 Generatory pseudonahodnych cisel

Generator pseudondahodnych ¢isel miizeme definovat jako program pro generovani po-
sloupnosti ¢isel, kterd se daji statisticky povaZovat za ndhodné. Jejich ndhodnost je vSak
pouze zdanlivé, protoZe jsou generovdny deterministickym algoritmem. Hovofime tedy
o tzv. pseudondhodnych ¢islech [8].

5.1 Pseudonahodna cisla

Pseudondhodna ¢isla se pouZivaji v fadé softwarovych aplikaci - pfi Sifrovani a mode-
lovéni, v pocitacovych simulacich a pocita¢ovych a hazardnich hrach. Jednoduse vSude
tam, kde je tfeba vytvorfit ndhodnost statisticky nerozliSitelnou od pfirozené ndhodnych
¢isel, kterd jsou v pfirodé vysledkem nahodnych fyzikalnich procest. Softwarové gene-
rovand ndhodna ¢isla jsou tak vZdy jen pseudonahodnd. Pro vytvofeni skute¢né ndhodné
posloupnosti ¢isel je zapotiebi specidlntho hardwaru, ktery vyuZivd ndhodné pfirodni
procesy, napfiklad Ssum polovodic¢ového prechodu. Takto vytvorené skute¢né ndhodné
posloupnosti ¢isel jsou klicové naptiklad u bezpecnostnich systémi [8][10].

5.2 Generovani pseudonahodnych cisel

Pro generovéani pseudondhodnych &isel se vyuZiva cela fada algoritmt, tzv. generatort
pseudondhodnych ¢isel. Zdkladnim problémem téchto generatorti je opakovani ptivodni
posloupnosti ¢isel. Generétor vytvoii pseudondhodnou posloupnost ¢isel, ktera mtze byt
velmi dlouhd, vZdy se v3ak po urcité periodé za¢ne opakovat. Hovofime tedy o periodicité
posloupnosti pseudondhodné generovanych ¢isel [10].

5.3 Kvalita pseudonahodné posloupnosti

Rzné generdtory pseudondhodnych ¢isel pracuji s rtiznou kvalitou posloupnosti. Pro
urceni kvality posloupnosti slouZi statistické testy, které ovétuji, jak rozdéleni ¢isel v
posloupnosti vyhovuje zadéni, jestli jsou jednotliva ¢isla v posloupnosti na sobé nezavisla
nebo ¢etnost vyskytu vytvotenych podposloupnosti. Rozpoznani pravé a pseudondhodné
posloupnosti v8ak miize byt velmi obtizné [8§].

5.4 Softwarové metody generovani pseudonahodnych ¢isel

Generatory pseudondhodnych ¢isel jsou algoritmické metody, které vytvérteji dlouhé po-
sloupnosti nahodnych ¢isel na zakladé urcité vstupni hodnoty tzv. klice. Takto vytvofené
sekvence jsou ndhodné pouze zdanlivé, pozdéji se totiz opakuji a kvalita ndhodné po-
sloupnosti se stale sniZuje. NejpouZivanéjSim generdtorem pseudondhodnych dcisel je
pravdépodobné linedrni kongruentni generdtor. Velmi zndma je i jednoducha metoda
stfednich ¢tvercti Johna Von Neumanna. Vétsina programovacich jazykt pak také ob-
sahuje specidlni knihovny ¢i funkce pro generovani pseudonahodnych ¢isel vyuZzivajici
hodiny v poéitaci. Zpravidla jsou vSak statisticky nepf#ili$ kvalitni a jejich pseudondhodné
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posloupnosti se opakuji jiz po nékolika tisicich ¢lenech. To mtiZe postacit u béznych poci-
tacovych her a jednoduchych aplikaci, ale rozhodné s tim nelze pracovat u $ifrovani nebo
bezpecnostnich systémi [8].

5.5 Metoda stiednich ¢tverct

Metodu sttfednich ¢tverci (Middle-square method) navrhl John Von Neumann v roce
1946. Jedna se o velmi jednoduchy softwarovy generator pseudondhodnych ¢isel. Funguje
nasledovné:

e Zvolim si jakékoliv ¢islo, napiiklad desetimistné, které pouzival i John Von Neu-
mann.

e Umocnim zvolené ¢islo na druhou.
e Z vysledku si vyberu prostfednich deset ¢islic a povaZuji je za ndhodné ¢islo.
e Postup opakuji s vybranym ¢islem.

Metoda stfednich ¢tvercti trpi klasickym problémem nepiili§ kvalitnich pseudona-
hodnych generétorti. VSechny sekvence &isel se totiz zacnou po urcité dobé opakovat.
Pficemz nékteré se zacinaji opakovat velmi brzy, typicky samé nuly. Metoda stfednich
¢tverct se vyuzivala pfedevsim v dobé prvnich pocitact, jako byl pocita¢ ENIAC se svym
¢tenim a zdpisem za pomoci dérnych stitk.[9]

5.6 Fungovani modernich generatoru

Moderni generédtory pseudondhodnych ¢isel jsou mnohem komplikovanéjsi neZ ptivodni
metoda stfednich ¢tvercti Johna Von Neumanna. Jako vstupni data se pouZzivaji skute¢né
ndhodné kratké posloupnosti, tzv. random seed. Ty spolu s deterministi¢nosti algoritmu
a kone¢nou paméti pocitace jednoznacné urcéuji dalsi béh programu, po c¢ase se stanou
periodickymi a zacnou opakovat generovanou posloupnost. U kvalitnich generatort vSak
byva velmi dlouha a statisticky neodhalitelna. Mezi nejpouZzivanéjsi moderni generatory
pseudondhodnych &isel patfi linedrni kongruentni generétor, Blum-Blum-Shub generétor
nebo generdtor Mersenne Twister. Perioda téchto algoritmt dosahuje maximalné 2n stavi,
kde n je pocet bitti poc¢atecniho stavu generétoru, tedy random seed. Tato perioda vSak
miuiZe byt také mnohem kratsi v zavislosti na kvalité generatoru.[8]

5.7 Mersenne Twister

Mersenne Twister byl navrZzen autory Makoto Matsumoto a Takuji Nishimura v roce
1997. Je uvadéno, Ze Mersenne Twister (MT) je modifikace Twisted Generalized Feedback
Shift Register (TGFSR). M4 velice dlouho periodu 219937 — 1. MT je velice popularni a je
pouzivan v mnoha oblastech vyzkumu, napiiklad v [11] kde byl Mersenne Twister pouZit
pro lokalizaci metodou Monte Carlo.
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5.8 Blum Blum Shub

Tento generator pseudonahodnych ¢isel byl objeven v roce 1986 pany L. Blum , M.Blum a
M.Shub a je zaloZen na matematickych vlastnostech celych ¢isel. Jeho matematicka forma
je:

Tpyl = ximodM (23)

Kde M = pq, p a q jsou dvé odlisné velké prvocisla (¢islo takové, které nemd jiného
délitele nez 1 a sebe samo). Na vstupu je poZadovéano ¢islo pseudondhodnych bitti a inici-
aliza¢ni nahodny seed. Vystup je odvozen od x,1 po kazdém kroku algoritmu. Velikou
nevyhodou tohoto generatoru je jeho rychlost. Blum Blum Shub je velice pomaly[12].

5.9 Xorshift

Autorem tohoto pseudondhodného generdtoru je pan G.Marsaglia. Je vSseobecné znamo,
Ze Marsaglia je autorem slavného algoritmu Mother, ktery vyrabi rovhomérné rozmisténi
32bitovych hodnot. Jeho perioda je 225°.

Velkou vyhodou Xorshift je jeho rychlost. Generuje ¢isla velice rychle, jak mtiZeme
vidét v [15]. Xorshift vytvaii sekvence 232 — 1 celych &isel, nebo sekvence 264 — 1 pérti =, y,
anebo sekvence 26 pard z, y, 2 pomoci opakované jednoduché pocitacové konstrukce[13].

V této kapitole jsme se dozvédéli jak vznikaji pseudonahodna ¢isla, jak je moZno je gene-
rovat a jaké jsou na né kladena omezeni. Déle jsme si ukézali na jednoduchém pitikladu,
generovani ¢isel a nedostatky jednoho z prvnich pseudondhodnych generatorti od John
Von Neumanna. Déle jsme si popsali ty generatory, které jsou vyuZity v této diplomové
préci a se kterymi budeme v praktické ¢ésti pracovat.
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6 Chaos

JiZ odpradédvna se lidé pokouseli vysvétlit vznik vesmiru, kde hréla velice dtleZitou roli
idea chaosu. Starovéci Rekové povazovali chaos za prostor mezi nebem a zemti, ze kterého
vznikl nd3 svét. Postupem casu ve sttedovéku pfevladla myslenka stalosti a neménnosti,
kterd vytstila v novém zdkonu o zachovani energie a hmoty. Timto byly polozZeny zaklady,
které pfinesly nové chdpani fungovani svéta.[16]

Ptesto, Ze chaos byl vSude kolem nds, v 19. stoleti lidé stéle véfili, Ze vSechno mé sviij
fadd a chovani se da predpovidat. Kdyz byla objevena kvantovd mechanika, znovu také
objeviliindeterminismus v pfirodé€. Za nejvétsiho objevitele v této doby je povazovan E. N.
Lorenze, ktery se zabyval modelovanim nepfedvidatelnosti chovani pocasi a objevil tzv.
,motyli efekt” (butterfly effect). Ten byl prezentovan v 60. letech. Motyli efekt dokazuje,
Ze neni mozné dlouhodobé predvidat pocasi, z ¢ehoz vyplyva jeho chaotické chovéni.
Lorenztv atraktor je dodneska povaZovan za symbol chaosu[16].

O necelych 10 let pozdéji objevil Lorenz deterministicky chaos pii zkouméni modelu
pocasi. Velice dtilezitou roli v chaosu hraje nastaveni poc¢atecnich podminek. Lorenz pfi
svém testu nastavil vSechny poc¢ate¢ni podminky na pfiblizné stejnou hodnotu a zjistil, Ze
po urcitém case, ziskdva rtizné vysledky. Timto objevem poukazal na citlivost pocate¢niho
nastaveni jednotlivych systémd, které diky tomu mohou generovat rtizné vysledky. Ty se
tak daji oznacit za chaotické[16].

V soucasné dobé je castokrat pii feSeni konkrétnich problému vyuZivano chaosu.
Zejména tehdy, kdy védci uvazuji o redlném svété, jako o nelinedrnim spojitém systému.
Abychom mohli uvaZovat o chaotickém chovani daného systému, musime si byt jisti, Ze
jeho vzdalenost sousednich stavi exponencidlné roste.[17]

Pokud myslenku rozvineme déle, je moZzné definovat tfi zdkladni podminky pro de-
terministicky chaos

1. Velika citlivost na poc¢ate¢ni podminky
2. Tranzitivita
3. Husta mnoZina periodickych bodt

Jeden z divodi, pro¢ se v dnesni dobé mnoho védcti zajima o chaos je, Ze toto chovéani
se jevi jako velice univerzalni a lze jej nalézt v mnoha védnich odvétvich jako napi.
elektronika, chemie atd.[18]

6.1 Logisticka rovnice

Jeden z nejjednodussich modelti deterministického chaosu je logistickd rovnice. Zde si
vysvétlime princip funkénosti a poté u dalsich chaotickych generdtoru si uvedeme pouze
jejich matematicky zapis. Zakladnim rysem tohoto modelu je jeho spojitost v ¢ase. V pu-
blikacich se mtizeme setkat také s pojmem logistickd mapa, coz je pouze modifikovana
logistické rovnice. Tato rovnice vznikla za tcelem nasimulovani biologickych procesti
v piirodé. Pro lepsi pochopeni si uvedeme piiklad. Pro simulaci jsou vybrany dva Zi-
vocisné druhy, které maji spolu Zit v souladu v uzavieném prostfedi a jeden druh slouzi
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jako potrava pro ten druhy. Postupem casu se stava, Ze konzumovany druh za¢ne vymirat
(jeho vyskyt se zmensuje). Nyni dochézi k opa¢nému efektu, kdy neni dostatek potravy
a duasledkem toho prvni druh (konzument) za¢ne vymirat hlady a konzumovany druh
se pomalu zac¢ne zase rozrustat. Ve findlnim dasledku se tedy bude opakovat vymirani
jednoho anebo druhého druhu, popiipadé se ustdli na urcité hodnoté. Vysledkem si-
mulovaného systému bylo dokdzano, Ze dany systém vykazoval velice slozité chaotické
chovani.[19]

Tn+1 = Axn(]- - xn) = fa(xn) (24)

Dale se budeme drZet naseho ukdzkového ptikladu a vysvétlime si na ném matema-
ticky zdapis logistické funkce. Hodnota z,, zde predstavuje populaci v n-tém roce. Tato
funkce je iteracni, jelikoz k dosaZeni pozadovanych vysledki potfebujeme provést vicero
opakovani. Pokud tedy pomoci hodnot = vygenerujeme sekvenci bodi, ziskdme takzva-
nou trajektorii (orbit). Dand trajektorie mtiZe byt déle jesté pfitahovédna (sing) k urcitému
bodu anebo odpuzovédna (source). Pocatek uvedené trajektorie je velice ovlivnén poca-
te¢ni hodnotou x. Ostatni pribéhy trajektorii jsou vétsinou podobné, pokud je pocate¢ni
hodnota z v intervalu [0, 1]. Ne vzdy je ale tomu tak a v urcitych p¥ipadech se poc¢ate¢ni
hodnoty = od ostatnich odliSuji. Pfi nastaveni poc¢atecni hodnoty na 0 bude mit ve vy-
sledku dand funkce hodnotu 0 a to i pfi dalSich iteracich. Pokud tedy dosadime hodnotu
x do funkce a jeji vysledek je stejny jako jeji hodnota, je tato hodnota nazyvana jako fixni
bod. Matematickd definice je nasledujici.

ra = fa(ra) (25)

JestliZe, se vSechny trajektorie po uskute¢néni urcitého poctu iteraci p¥iblizuji k da-
nému bodu, pak tento bod nazveme atraktorem. Atraktor je tedy definovdn jako mnoZina
bodi, které pritahuji jednotlivé trajektorie v urcité iteraci. Zakladnim principem atraktoru
je, ze veskeré informace o systému v daném case jsou uloZeny do jednoho bodu, ktery
je pi kazdé dalsi zméné posunut. V chaotickych systémech nejsme schopni odhadnout
jejich chovani a ani z kratkodobého hlediska nejsme schopni ur¢it, kde se objevi dalsi bod,
ktery by popsal systém v daném okamziku. Zajimavé je, Ze z dlouhodobého hlediska,
vykazuji takovéto chovani pouze ty body, které se nachazi na atraktoru. Pro demonstraci
uvadim obrazeK8|na kterém vidime bifurka¢ni diagram logistické rovnice. Vimneme si,
Ze pro hodnoty parametru A < 1 je atraktor z = 0. Pro 1 < A < 3 je atraktor fixni bod
T = 1—%. Pokud se parametr A bliZi hodnoté 4, mtiZeme pozorovat chaotické chovani
systému.[18]
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6.2 Sinai map
Matematicky zépis
Tnt1 = (T + Yn + 0 cos(2my,)) mod 1, (26)
Yn+1 = (zn + 2yn) mod 1
6.3 Arnold cat map
Matematicky zépis
ZTpt1 = (Tn + yn) mod 1, ©7)

Yn+1 = ($n + kyn) mod 1

V této kapitole jsme se dozvédéli o chdpani chaosu. Jak dochazi k chaotickému cho-
vani, co je jeho pfic¢inou a jak je dtileZité ddvat si pozor na nastaveni vstupnich podminek.
Dale jsme si vysvétlili funkénost chaotického chovédni na jednoduché logistické rovnici
a vysvétlili si pojmy, které je dobré pro préci s chaosem znéat. Poté jsme si uvedli mate-
maticky zdpis dalsich chaotickych generdtorti a to z divodu, Ze v této diplomové préci

z Xz

budeme s nimi jesté v praktické ¢asti pracovat.



30

7 Prakticka cast

V praktickeé ¢asti této diplomové prace budeme zkoumat vysledky diferencidlni evoluce s
vyuZitim pseudondhodnych a chaotickych generatort. Popiseme si néstroje, které byly pii
experimentech pouZity. Poté se budeme zabyvat jednotlivymi experimenty, pficemz vzdy
bude popsédno nastaveni jednotlivych vstupnich proménnych a vysvétlen pribéh daného
experimentu. Nésleduje seznam dosazenych vysledk(i a jeho nasledné zhodnoceni a
vyvozeni zavéru. Tento postup bude opakovan na jednotlivé experimenty.

Celkové v diplomové praci budou vytvofeny dvé sady experimentt, kdy vysledky
prvniho experimentu budou vstupem pro experiment druhy.
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8 Implementace diferencialni evoluce

Diferencialni evoluce byla naimplementovéna v programovacim jazyce C# za vyuZiti pro-
gramu Visual Studio 2010. Byla pouzitd verze Ultimate, ale mtiZeme ¥ici, Ze pro spravnou
funkcionalitu programu je moZzno pouZit i verzi Express, kterd je volné dostupnd bez
jakéhokoliv licenéniho omezeni. Jednim z dtivodu pouZiti verze Ultimate byla snadnost

pfeneseni projektu na nejnovéjsi verzi Visual Studia pokud by to bylo zapotiebi.
Projekt diferencialni evoluce se sklada z nésledujicich soubort

Soubor Popis

Differencial_evolution.cs Implementace diferencidlni evoluce

Parameters.txt Soubor spoustécich parametrt pro DE
Parameters_popis.txt Popis moZnych nastaveni spoustécich parametr DE
Program.cs Spoustéci ¢ast programu

Xorshift.cs Generator pseudondhodnych ¢isel Xorshift

Sinai.cs Generator chaotickych ¢isel Sinai

ArnoldCatMap.cs Generétor chaotickych ¢isel Arnold Cat Map
CryptoRandom.cs Generator pseudondhodnych ¢isel Cryptographic Random
LogisticMap.cs Generator chaotickych ¢isel Logistic Map
MersenneTwister.cs Generéator pseudondhodnych ¢isel Mersenne Twister

Tabulka 1: Struktura projektu

Implementace diferencidlni evoluce byla provedena podle teoretické ¢ésti, kde jsme
si vysvétlili funkcionalitu a princip zdkladni DE verze DE/rand/1/bin . Zdrojovy kéd je
fadné okomentovan.

V nasledujicich podkapitoldch, si uvedeme jednotlivé vstupni proménné pro DE a ge-
neratory.
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8.1 Vstupni proménné DE

Program diferencidlni evoluce pouzivd pro sviij start soubor parameters.txt kde jsou
uloZeny veskeré vstupni proménné, které jsou nutné pro spravné spusténi DE. V nésle-
dujici tabulce si uvedeme, co kazdy fddek znamend a jakych hodnot mtiZze nabyvat.

Potadi parametru Popis Rozsah parametru

1. Velikost pocéatecni populace (NP) Vétsinez 3

2. Velikost dimenze (D) Vétsinez 1

3. Pocet generaci, po kterém se DE zastavi ~ Vétsinez 1

4. Dolni hranice prostoru feSeni Podle testovaci funkce
5. Horni hranice prostoru feseni Podle testovaci funkce
6. Mutaéni konstanta (CR) <0;2>

7. Prah kiizeni (F) <0;1>

8. Zvoleni testovaci funkce <1;15 >

9. Pocet experimentt Vétsinez 1

10. Zvoleni generatorti < 0;6 >

Hodnota

Naézev testovaci funkce

NUI = WD~ O

Random

Crypto Random
Mersenne Twister
Logistic Map
Arnold Cat Map
Sinai

Xorshift

Tabulka 3: Parametr generatoru

Tabulka 2: Popis parametrii v parameters.txt

Hodnota Naézev testovaci funkce
1 Schwefel

2 De Jong 1

3 De Jong 3

4 De Jong 4

5 Rosenbrock

6 Rastrigin

7 Griewangk

8 SinEnvelope

9 Stretch V sine wave
10 Ackley2

11 EggHolder

12 Rana

13 Patological

14 Michalewicz

15 MasterCosineWave

Tabulka 4: Parametr testovaci funkce
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8.2 Logisticka rovnice

Chaoticky generdtor vyuziva logistickou rovnici, kterd ma nastavitelny parametr a. V
nasledujici tabulce je uveden rozsah hodnot, kterych mtiZe nabyvat.

Parametr Rozsah parametru
a [0; 4]

Tabulka 5: Parametry Logistic Map

8.3 Arnold Cat Map

Chaoticky generator mé nastavitelny parametr k. V nasledujici tabulce je uveden rozsah
hodnot, kterych mtiZze nabyvat.

Parametr Rozsah parametru
k Neni definovan

Tabulka 6: Parametry Arnold Cat Map

8.4 Sinai

Chaoticky generator ma nastavitelny parametr o. V nasledujici tabulce je uveden rozsah
hodnot, kterych mtize nabyvat.

Parametr Rozsah parametru
o Neni definovan

Tabulka 7: Parametry Sinai

8.5 Vystupni soubory DE

JelikoZ ziskand data je potfeba déle zpracovat bylo nutné si jednotlivé kroky ukladat.
K tomu byl pouzit jednoduchy zapis do textového souboru. P¥i béhu programu jsou
generovany dva soubory. Kazdy je pouZit pro jeden experiment. V nasledujici podkapitole
si popiSeme format a data, kterd jsou generovéna.

8.5.1 Nejlepsi fitness v populaci

Do daného souboru ukldddme nejlepsi hodnotu ticelové funkce (fitness) v dané populaci.
JelikoZ DE ma ve svych startovnich parametrech i hodnotu celkového poctu populaci, je
ndm zndmo i kolik bude potieba provést zapisti do souboru. Soubor obsahuje hlavicku,
ve které se uvadi nastaveni parametr, které byly nastaveny pro béh DE, a poté na kazdém
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novém fadku je zapsdna nejlepsi hodnota fitness z dané generace.
Obecny zapis souboru je v ndsledujicim tvaru:
Chaos/Pseudorandom_Evolu¢niAlgoritmus_TestovaciFunkce_Generdtor CisloExperimentu.txt

e Chaos/Pseudorandom : pokud je pfi generovani experimentu pouZit chaoticky ge-
nerator, je v ndzvu souboru obsaZeno slovo Chaos. V opa¢ném piipadé je dany
parametr prazdny.

e EvolucniAlgoritmus : pii pouZiti DE je v popisu souboru pouZito slovo Differenci-
alEvolution. Divodem uvedeni tohoto parametru pfi generovani souboru je ten, Ze

pfi rozsifeni funkcionality programu je moZzno pouZivat i jiné evolu¢ni algoritmy a
funkcionalita programu bude zachovana.

o TestovaciFunkce : pfi generovanindzvu souboruje v popisu obsaZen ndzev testovaci
funkce, ktera byla pouZita pro dany experiment.

e Generator : pfi generovani ndzvu souboru je v popisu obsaZen generator, ktery byl
pouZzit pro dany experiment.

o CisloExperimentu : udava ¢islo experimentu.

Pro ptehlednost je v nésledujici tabulce uvedeno jakych hodnot mtiZou jednotlivé
proménné nabyvat.

Nézev proménné Mnozina hodnot

Chaos/Pseudorandom  Chaos
Evolu¢niAlgoritmus EggHolder
Griewangk
Patological
Rana
Rastrigin
Schwefel
Generator ArnoldCatMap
CryptoRandom
LogisticMap
MT
Random
Sinai
Xorshift
CisloExperimentu l.n

Tabulka 8: MnoZina hodnot vystupniho souboru DE
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8.5.2 Generovani novych potomkt

Jak jsme jiz uvedli, pfi generovani nového jedince je zapotfebi ndhodné vybranych tfi
rodic¢t. JelikoZ pfi druhém experimentu bylo zapotiebi znat informace, ze kterych rodic¢t
byl novy potomek vytvofen, je zapottebi si tyto informace uchovat, aby mohly byt pouzity
k dalsimu zpracovani. P¥i béhu programu DE je generovan soubor, ktery si zaznamendava
vyse uvedenou informaci a do souboru je zapsan ve tvaru:

J{Rh R27 R3}

e J —dislo jedince v populaci v dané generaci

e Ri, Ry, Rz — ¢isla jedincti, ktefi se podileji na generovani nového jedince do nésle-
dujici populace. TakZe se stavaji jeho rodici.

Kazdy fadek v souboru obsahuje tedy informaci celé populaci, jak se ndhodné vybrali
rodic¢e kazdému jedinci. Pokud tedy napfiklad mame DE nastavenou na 100 generaci,
bude dany soubor obsahovat 100 fadku s vyse uvedenou informaci.

Obecny zapis souboru je v nasledujicim tvaru:

EvolucniAlgoritmus_TestovaciFunkce_Velikost Populace.txt

e EvoluéniAlgoritmus : pfi pouziti DE je v popisu souboru pouZito slovo DE. Di-
vodem uvedeni tohoto parametru pfi generovani souboru je, Ze p¥i rozsifeni funk-
cionality programu je moZno pouZivat i jiné evolucni algoritmy a funkcionalita

programu bude zachovéna.

o TestovaciFunkce : pfi generovani ndzvu souboruje v popisu obsaZen ndzev testovaci
funkce, kterd byla pouZita pro dany experiment.

o VelikostPopulace : pfi generovani ndzvu souboru je v popisu obsaZena celkova
velikost populace NP.

Pro piehlednost je v nésledujici tabulce uvedeno jakych hodnot mtiZou jednotlivé
proménné nabyvat.
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Nézev proménné Mnozina hodnot

Evolu¢niAlgoritmus DE

TestovaciFunkce EggHolder
Griewangk
Patological
Rana
Rastrigin
Schwefel

VelikostPopulace 3.n

Tabulka 9: Mnozina hodnot vystupniho souboru DE
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9 Pouzité programy

9.1 Microsoft Excel

Pro vyhodnoceni vysledkii byl pouzit program spole¢nosti Microsoft a to Microsoft Excel
2010. Pf¥i shromdazdéni vsech potfebnych vysledkti, bylo zapotiebi efektivné zobrazit
vysledky do piehledné tabulky.

9.2 Gephi

Gephi je open-source program, ktery byl vyvinut studenty z Univerzity VUT Compiégne (
Université de Technologie de Compiegne). SlouZzi k sitové analyze grafti. Pfi zpracovavani
dat z experimentdi, byl vyuzit pro vizualizaci orientovanych grafti, které jsou uvedené v
této diplomové praci.

9.3 Konvertor do Gephi

Pfi generovani dat pro tcely experimentu, bylo zapotfebi dand data zobrazit v programu
Gephi, aby mohla byt dale zpracovédna. Pro tyto tcely jsem pouZil program, vytvofeny
Ing. Janem Martinovic¢em Ph.D., ktery dokézal z vystupnich souborti, které generuje mijj
DE program vygenerovat soubory ve tvaru x.gdf . Kde x je ¢islo generace. Pro ukazku
pokud mdame soubor 10.gdf, tak v tomto souboru jsou vysledky 10. populace, ktery byl
vygenerovan DE.

9.4 Min Max Avg

Tento program, ktery je obsazen v pfiloze DP slouZzi ke zpracovéni vysledkii, které gene-
ruje naimplementovana DE. Vystupem tohoto programu je textovy soubor, ktery obsahuje
minimdlni, maximdlni a priimérnou hodnotu fitness, jeZ byly ziskany v pribéhu experi-
mentu.
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10 Experiment 1

Hlavnim cilem tohoto experimentu bylo porovnat pseudondhodné generatory cisel a
chaotické generdtory cisel pouZzivané v evoluénim algoritmu DE. Bylo vybrano Sest tes-
tovacich funkci a zajimali jsme se, které pseudondhodné nebo chaotické generatory ¢isel
budou z hlediska rychlosti konvergence ke globdlnimu extrému lepsi.

10.1 Navrh experimentu

Pfi experimentu byl pouZit stolni pocita¢ osazeny CPU Intel Core i5 3,7 GHz, 16 GB RAM
a grafickd karta ATI Radeon HD 5870. Vybranymi testovacimi funkcemi byly zvoleny Egg
Holder, Griewangk, Pathological, Rana, Rastrigin a Schwefel. Pro testovaci funkce Egg
Holder, Pathological a Rana neni v zddnych publikacich uvedeno jejich pfesné globalni
minimum.Funkce Griewangk mé globalni minimum v f(z) = 0 a to samé plati i pro
funkci Rastrigin. Funkce Schwefel ma globdlni minimum v f(z) = —418,9829 x D kde D
znad¢i dimenzi.

Parametr a v logistické rovnici byl nastaven na a = 4. Vstupni hodnota pro x byla
nastavena na xo = 0, 02. Pro Arnold Cat Map byla vstupni hodnota = nastavena na xp = 0

a vstupni hodnota pro y byla nastavena na yo = 7 Parametr k byl nastavenna k£ = 0, 1.

Pro Sinaibyla vstupni hodnota  nastavenana z¢ = 0, 5 a vstupni hodnota y byla nastavena
na yo = 0, 5. Parametr o byl nastavenna o = 0, 1.

Parametr Hodnota
NP 50
D 20
F 04
CR 0,6

Generaci 1500

Tabulka 10: Experiment 1 : Nastaveni DE

10.2 Vysledky

Vysledky jsou zobrazeny v tabulkdch [TTI2J13|[1415[16] kde miizeme vidét minimalni,
maximdlni a prdmérnou hodnotu fitness pro DE. Byly zde vyuzity testovaci funkce Egg
Holder, Griewangk, Pathological, Rana, Rastrigin a Schwefel.
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Generator Min Max Prameér

Arnold Cat Map  -13243.326  -6828.035 -8350.747
Crypto Random  -9876.216 -7274.433 -8416.598
Logistic map -10420.003  -8143.635 -9157.682
MT -10227.992  -7214.173 -8389.643
Random -15485.638  -7052.491 -8800.282
Sinai -12284.573  -6804.800 -8181.811
Xorshift -10239.755  -6828.035 -8350.747

Tabulka 11: Porovnani chaotickych a pseudondhodnych generatorti ¢isel z pohledu kon-
vergence, kde Egg holder byla pouzita jako ticelova funkce. Nastaveni DE je uvedeno v

tabulce

Generétor Min Max Primér
Arnold Cat Map  0.101 0.335 0.210
Crypto Random  0.120 0.313 0.199
Logistic map 0.111 0.304 0.195
MT 0.089 0.393 0.213
Random 0.101 0.375 0.205
Sinai 0.140 0.332 0.228
Xorshift 0.079 0.326 0.210

Tabulka 12: Porovnani chaotickych a pseudonahodnych generatorti ¢isel z pohledu kon-
vergence, kde Griewangk byla pouzita jako ticelova funkce. Nastaveni DE je uvedeno v

tabulce

Generator Min Max Pramér
Arnold Cat Map  3.943 6.471 5.663
Crypto Random  4.821 6.278 5.744
Logistic map 3.805 6.363 5.766
MT 4.499 6.219 5.647
Random 2.970 6.373 5.329
Sinai 3.352 6.599 5.722
Xorshift 4.677 6.234 5.686

Tabulka 13: Porovnani chaotickych a pseudondhodnych generatorti ¢isel z pohledu kon-
vergence, kde Pathological byla pouZita jako tcelova funkce. Nastaveni DE je uvedeno v

tabulce
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Generator Min Max Pramér

Arnold Cat Map  -5908.480 -4366.865 -4931.769
Crypto Random  -5808.122 -4478.561 -5065.123
MT -5904.120  -4608.468 -5113.732
Random -5964.770 -4514.558 -5051.146
Sinai -5993.439 -4102.931 -4893.173
Xorshift -5700.747 -4447.350 -5100.393

Tabulka 14: Porovnani chaotickych a pseudondhodnych generatorti ¢isel z pohledu kon-
vergence, kde Rana byla pouZita jako tcelova funkce. Nastaveni DE je uvedeno v tabulce

19
Generétor Min Max Prameér
Arnold Cat Map  0.100 8.812 4.296
MT 0 6.965 3.269
Random 0 8.522 3.788
Sinai 0.048 8.039 3.632
Xorshift 0 7.683 3.194

Tabulka 15: Porovnani chaotickych a pseudondhodnych generatorti ¢isel z pohledu kon-
vergence, kde Rastrigin byl pouZit jako ticelova funkce. Nastaveni DE je uvedeno v tabulce

19

Generator Min Max Prameér

Arnold Cat Map  -8379.658 -8142.781 -8355.970
Crypto Random  -8379.658 -8261.219 -8370.183
MT -8379.658 -8261.219 -8377.289
Random -8379.658 -8261.219 -8368.998
Sinai -8379.658 -8261.219 -8363.076
Xorshift -8379.658 -8142.781 -8355.970

Tabulka 16: Porovnani chaotickych a pseudondhodnych generatorti ¢isel z pohledu kon-
vergence, kde Schwefel byl pouZit jako ti¢elova funkce. Nastaveni DE je uvedeno v tabulce

[
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10.3 Zaveér
Z ptfedchozi kapitoly miizeme vyvodit nékolik zavér:

¢ Egg Holder funkce: V tabulce[IT]vidime vysledky experimentu pro testovaci funkci
Egg Holder. Z hlediska rychlosti konvergence DE ke globdlnimu minimu testovaci
funkce dospéla k nejlepsim vysledkiim Logistickd mapa s parametrem a = 4. Na
druhou stranu Random generétor pseudondhodnych ¢isel nalezl nejmensi globalni
minimum, avSak konvergence DE v pfipadé jeho uZiti byla pomalejsi neZ u Logis-
tické mapy.

¢ Griewangk funkce: Podivame-li se do tabulky[12} uvidime, Ze nejlepsiho vysledku
z hlediska rychlosti konvergence DE ke globalnimu minimu dosdhla opét Logis-
tickd mapa s parametrem a = 4. Pseudondhodny generator ¢isel Xorshift se nejvice
priblizil k hodnoté globalniho minima, ale konvergence DE pfi jeho pouZiti byla
pomalejsi nez pii pouziti Logistické mapy jako generdtoru chaotickych ¢isel. Déle
miiZeme vycist, Ze ani jeden z generatoru se nedopracoval ke globalnimu minimu.
Jakjizbylo feceno v teoretické ¢asti diplomové prace, DE obsahuje nékolik nastavitel-
nych parametrt a jejich sprdvné nastaveni se miiZe u kazdé funkce lisit. JelikoZ byla
potieba pro vSechny experimenty mit nastavené stejné vstupni podminky, mtizeme
si vS§imnout, Ze i kdyZ zndme u dané funkce jeji globdlni minimum, tak nelze DE
algoritmus nastavit univerzalné pro vSechny funkce. Nicméné i piesto jsme schopni
vyhodnotit jednotlivé generdtory, co se tyka jejich vykonnosti pfi konvergenci ke
globdlnimu minimu dané testovaci funkce.

e Pathological funkce: V tabulce (13| jsou uvedeny vysledky experimentu pro Pa-
tologickou funkci. Random generator pseudondhodnych ¢isel dosahuje nejlepsich
vysledkt z hlediska konvergence DE ke globalnimu minimu a zéroven pii pouZziti
tohoto generatoru DE dosdhla nejniZ$i hodnoty fitness.

¢ Rana funkce: V tabulce [14 ma nejlepsi vysledek z hlediska rychlosti konvergence
DE ke globalnimu minimu Logistickd mapa s parametrem a = 4 a byla pouZita
jako chaoticky generétor ¢isel. Oproti ostatnim generatorim si méiZeme vsimnout,
Ze Logistickd mapa podstatné rychleji konverguje ke globdlnimu minimu a také
doséhla nejlepsi fitness hodnoty p¥i experimentech.

e Rastrigin funkce: V tabulce 15 mtZeme vidét, Ze globalniho minima dosahly ge-
neratory Crypto Random, Logistickd mapa, MT, Random a Xorshift. Arnold Cat
Map a Sinai nenalezli globalni minimum dané testovaci funkce. Nyni se podivame
na Uspésné generdtory a na rychlost jejich konvergence. Nejlepsi konvergenci DE
ke globalnimu minimu mé generator pseudondhodnych &isel Crypto Random a
druhym je Logistickd mapa. MT, Random a Xorshift maji konvergenci podstatné
mensi, coZ znadi, Ze pfi mensim poctu generaci by mohlo dochazet k netispésnému
nalezeni globalnitho minima v dané testovaci funkci.

¢ Schwefel funkce: Pokud se podivame do tabulky[16| mtizeme vidét, Ze vSechny ge-
neratory pseudonahodnych/chaotickych ¢isel nalezly globalni minimum. Je tomu
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tak, Ze nastaveni DE bylo vyhovujici pro testovaci funkci Schwefel a proto vsechny
generatory tady dosahuji kvalitnich vysledku. I pfesto, ale Logistickd mapa ma
nejlepsi konvergenci a dosahuje zde skoro 100% tspéchfi.

Z tabulek [TT]1213|T415]16]a zdvéru, muZeme Fici, Ze nejlep$im generdtorem pseudo-
ndhodnych ¢isel pfi pouziti DE a sady Sesti testovacich funkci je Logistickd mapa. Dosahuje
nejlepsich vysledki u vSech testovacich funkci, kromé Pathological funkce.

Vystupem experimentu vznikl ¢lanek pro konferenci NOSTRADAMUS 2014, ktery je
pfiloZen v pfiloze.
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11 Experiment 2

Druhy experiment vychéazi z vysledkt prvniho experimentu, kde jsme zjistovali rychlost
konvergence DE za pouZiti riiznych pseudondhodnych a chaoticky generatorti ¢isel. Jako
testovaci funkce byly zvoleny: Schwefel, Rastrigin, Rana, Pathological, Griewangk a Egg
Holder. U kaZdé testovaci funkce byl vybran podle vysledki nejrychlejsi a nejpomalejsi
generétor co se konvergence DE tyce. Poté byly vygenerovany pomoci programu Gephi
orientované grafy, ve kterych mtizeme vidét, kolikrat byl kazdy jedinec pouzit jako rodi¢
pfi generovani dal$i populace. U kazdé testovaci funkce byla vybrdna takova generace,
kterd pfi svém béhu v dané generaci dosahovala nejvétsi podpory daného jedince a
zkouma se zpétné, kolik generaci dany jedinec pfispival, ke zlepSeni novych jedincti v
nasledujicich generacich.

11.1 Navrh experimentu

Pfi experimentu byl pouZit stolni pocitac osazeny CPU Intel Core i5 3,7 GHz, 16 GB RAM
a graficka karta ATI Radeon HD 5870. Vybranymi testovacimi funkcemi byly zvoleny
Egg Holder, Griewangk, Pathological, Rana, Rastrigin a Schwefel. Pro kazdou funkci
byl vybran nejlepsi generétor z prvniho experimentu a také nejhorsi. Seznam pouzitych
generatorti naleznete v tabulce V pftiloze mtiZeme vidét tabulku s vysledky vsech
generatort viici testovanym funkcim.

Parametr a v logistické mapé byl nastaven na a = 4. Vstupni hodnota pro = byla
nastavena na zo = 0, 02. Pro Arnold Cat Map byla vstupni hodnota z nastavena na zo = 0

a vstupni hodnota pro y byla nastavena na yy = 7 Parametr k£ byl nastaven na k = 0, 1.

Pro Sinaibyla vstupni hodnota x nastavenana x¢ = 0, 5 a vstupni hodnota y byla nastavena
na yo = 0, 5. Parametr o byl nastaven na ¢ = 0, 1.

Parametr Hodnota
NP 50

D 20

F 04

CR 0,6

Generaci 1500

Tabulka 17: Experiment 2 : Nastaveni DE
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Testovaci funkce  Nejlepsi generator Nejhorsi generétor
Egg Holder Logisticka mapa Sinai

Griewangk Logistickda mapa Sinai

Pathological Random Logisticka mapa
Rana Logistickd mapa Sinai

Rastrigin Crypto Random Arnold Cat Map
Schwefel Logistickda mapa Arnold Cat Map

Tabulka 18: Experiment 2 : PouZzité funkce

11.2 Vysledky

Vysledky jsou zobrazeny v jednotlivych podkapitoldch, kde u kazdé testovaci funkce
vidime orientovany graf a tabulku s popisem jedincti, pro nejlepsi a nejhorsi generétor.
Kazdy jedinec v orientovaném grafu je ohodnocen barevnym spektrem. Barevnd skdla
znadi, Ze zeleny jedinec byl vybran nejcastéji rodicem jedincti v dalsi generaci, naopak
¢erveny jedinec byl nula krat vybran jako rodi¢ pfi tvorbé nové generace. U diplomové
précejsou v piiloze na CD pfiloZeny vSechny niZze uvedené grafy a tabulky v plné velikosti
a tabulky se vSemi jedinci.
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11.2.1 Egg Holder

Obrézek 9: Logistickd mapa 10. generace
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Obrézek 10: Logistickd mapa 1. generace

Index jedince | Cetnost
50 13
39 12
41 12
19 11
24 10
48 10
42 10
22 10
28 9
26 9

Tabulka 19: Logistickd mapa 10. generace

Index jedince | Cetnost
39,41 6
44,28,24 5
11,13,29,48 4
1,25,33,4 3
26,38,9,50 3

Tabulka 20: Logistickd mapa 1. generace
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Obrazek 11: Sinai 11. generace

Obréazek 12: Sinai 2. generace

Index jedince \ Cetnost

46 12
5 10
2 9

32
42
27
41
12
23
44

0 O O O O O O

Tabulka 21: Sinai 11. generace

Index jedince \ Cetnost

38
9,22,1,47
43,27
2,40,44,16
32,18,50,19
33,31,41,37
46

W W = = 01 01 &

Tabulka 22: Sinai 2. generace
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11.2.2 Griewangk
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Obrézek 13: Logistickd mapa 16. generace
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Obrazek 14: Logistickd mapa 2. generace

Index jedince \ Cetnost
26 16
11 11
13 11
43 10
30 10
39 9
22 9
16 9
18 8
34 8

Tabulka 23: Logistickd mapa 16. generace

Index jedince \

Cetnost

48

8,27,50
28,35
18,11,36,34
43,12,10,13
2

33,31,26

W s = = 01O N

Tabulka 24: Logistickd mapa 2. generace
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Obrézek 15: Sinai 10. generace

Obréazek 16: Sinai 1. generace

Index jedince \ Cetnost
44 14
6 12
15 12
5 11
7 11
10 11
19 11
9 10
30 10
14 9

Tabulka 25: Sinai 10. generace

Index jedince \

Cetnost

44

37,6
1,21,19
31,27,14,11
7,41,9,30
48,13,50,42
43

N W W Wk 01

Tabulka 26: Sinai 1. generace
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11.2.3 Pathological
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Obrazek 17: Random 16. generace
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Obrézek 18: Random 1. generace

Index jedince | Cetnost

37 13
25 12
14 10
27 9
26 9
45 8
8 8
40 8
48 8
39 8

Tabulka 27: Random 16. generace

Index jedince | Cetnost
8,37

22,12
20,2,30,28
27
3,41,49,7
1,36,15,47
40,14,48,4
44,6,46,34
31
17,21,45

F NN DNDNDNOWWER O

Tabulka 28: Random 1. generace
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Obrazek 19: Logistickd mapa 19. generace

Obrézek 20: logistickd mapa 1. generace

Index jedince | Cetnost
14 15
22 14
30 13
1 12
20 12
42 12
29 12
5 12
27 11
44 11

Tabulka 29: Logistickd mapa 19. generace

Index jedince |

Cetnost

45

7,39,32
4,1,8,50
49,42,16,29
3,139,21
15,22
36,33,37,20
48,31,14

— = NN W W O

Tabulka 30: Logistickd mapa 1. generace
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11.2.4 Rana

Obréazek 21: Logistickd mapa 14. generace

Obrézek 22: logistickd mapa 1. generace

Index jedince | Cetnost
32 11
49 11
25 9
28 8
6 8
23 8
1 7
36 7
4 7
46 7

Tabulka 31: Logistickd mapa 14. generace

Index jedince \

Cetnost

4
5
10
30
1
14
2
24
46
32

NNDNDNDNDNOWWWW

Tabulka 32: Logistickd mapa 1. generace
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Obrézek 23: Sinai 11. generace
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Obréazek 24: Sinai 1. generace

Index jedince \ Cetnost

46 11
26
40
36
19
22
27
29
2

11

\O

NN 0 00 0 O O O

Tabulka 33: Sinai 11. generace

Index jedince | Cetnost

26

27
49,15,47,40
25
22,5,12,38
30,23,17,46

NN W Wk O

Tabulka 34: Sinai 1. generace



11.2.5 Rastrigin

Obrazek 25: Crypto Random 1500. generace Tabulka 35: Crypto Random 1500. generace

Obréazek 26: Crypto Random 1117. generace Tabulka 36: Crypto Random 1117. generace

Index jedince \ Cetnost
23 93
10 91
48 87
37 86
47 83
28 83
46 82
1 78
29 78
5 77

Index jedince \

Cetnost

6

2,48,15,20
9,38,14,27
46,42
32,47,40,49
35,44,41,10
11,24,34,28
22,8,37,31,29
16,7,33,17
19,21
1,45,13,3,50
30,5,26,23

N W W POy
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Index jedince | Cetnost

23 72
14 72
41 71
45 70
2 65
24 65
34 63
21 63
7 62
22 61

Obrézek 27: Arnold Cat Map 1208. generace Tabulka 37: Arnold Cat Map 1208. generace

Index jedince | Cetnost

10 5
7,1
50,28,27
2,6,1542,5
44,29,11,12
13,23

_ =N W o

Obrazek 28: Arnold Cat Map 815. generace Tabulka 38: Arnold Cat Map 815. generace
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11.2.6 Schwefel

Index jedince | Cetnost
26 86
12 71
3 70
39 69
47 69
1 68
18 68
33 68
38 64
31 64

Obrazek 29: Logistickd mapa 576. generace Tabulka 39: Logisticka mapa 576. generace

.@HQG

ﬂA *
Index jedince |

Cetnost

46

32,4

6,39

3,18,43
1,37,2,35
23,22,48,27
11,24,14,36
28,5,19,44
33,41,45,29,49
30,38,26

N W W W Ul N o

Obrazek 30: Logistickd mapa 226. generace Tabulka 40: Logisticka mapa 226. generace
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Index jedince | Cetnost
43 69
50 67
10 66
18 60
8 59
5 57
24 57
11 56
30 56
15 56

Obrazek 31: Arnold Cat Map 564. generace Tabulka 41: Arnold Cat Map 564. generace
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® 0 @y § 22,2746 2
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Obrazek 32: Arnold Cat Map 263. generace Tabulka 42: Arnold Cat Map 263. generace
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11.3 Zaver

Z piedchozich graft a tabulek miZeme vyhodnotit u jednotlivych funkeci nésledujici
Zavery.

e Egg Holder : Pfi porovnani nejlepsiho a nejhorsiho generdtoru mtizeme vidét, Ze
pfi vytvofeni prvni generace je vyuZiti jedincti, jakozto rodic¢t ve skoro stejném
rozloZeni u obou grafti. Avsak po uplynuti par generaci jiz mtiZeme vidét zmény
struktury grafu. Pfi 10. generaci u Logistické mapy si miiZeme vSimnout vétsi pod-
pory urcitych jedincii pfi vybéru jedince, jako rodic¢ti pro generovani novych jedincti
do pfisti generace. U barevné skély si vSimneme, Ze Logistickd mapa vyuZiva vétsinu
jedinctl v populaci, oproti tomu v Sinai néktefi jedinci stdle nejsou vyuZzivani. Pro
srovnani obou generatort je vybrana generace, kdy dany orientovany graf obsahuje
nejvice podpofeni od nejsilngjsiho jedince. U Logistické mapy mtZeme vidét, ze
jedinec ¢islo 50 byl vybran jako rodi¢ pro vypocet nového jedince do nasledujici
generace celkem 13 krat a v jeho zavésu byli ostatni jedinci pouziti 12 krat, 11 krat
az desaty jedinec byl pouzit 9 krat. U Sinai mtiZzeme vidét, Ze jedinec ¢islo 46 byl
pouZit jako rodi¢ 12 krat a druhy nejvice pouZivany jedinec jiZ pouze 10 krat a de-
saty jedinec 8 krat. Ze srovnani obou generatorti vidime, Ze v Logistické mapé jsou
jedinci pouZzivani vicekrét a ve vétsi mite, coZ vede k lepsimu priibéhu zlepSovani
dal$ich generaci a vétsimu pfedpokladu tspésného nalezeni feSeni - v nasem pfi-
padé globédlniho minima. V tabulkéch je také uvedeno, kdy se jedinec, ktery nejvice
prispél ke zlepSeni populace v nasledujicich generacich, zacal v této roli vyskytovat
poprvé. U obou generdtorti to bylo pfi prvni generaci.

e Griewangk : U druhé zkoumané funkce zase proti sobé stoji generdtory Sinai a
Logistickd mapa. Podivame-li se do orientovanych graffi, vSimneme si, Ze od gene-
race kdy se zacali vyskytovat jedinci, ktefi byli vybrani nejvice krat jako rodice, u
Logistické mapy vidime rovnomeérnéjsi vyuZiti jedincti. Diky tomuto miiZeme fici,
Ze Logistickd mapa md vétsi pfedpoklad k nalezeni tspésného feseni. Déle si vSim-
neme, Ze Logistickd mapa byla podporovana nejleps$im jedincem ¢islo 26 od druhé
az po Sestndctou generaci. U Sinai to byl jedinec ¢islo 44 a vyskytoval se od prvni po
desatou generaci. Z tohoto jevu lze vidét, Ze dany generétor jiZ po deseti generacich
Za povsimnuti stoji i fakt, Ze i kdyz Sinai generator v desaté generaci dosahuje lepsi
podpory viech jedincti, v konecném diisledku se jeho vazby rozpadnou a Logistické
mapa dopadne lépe.

e Pathological : Patologickd funkce je zndma svou obtiZnosti. V literatufe neni po-
pséano jeji globalni minimum.. Nejlepsich vysledkti dosdhl Random generétor a
nejhorsich Logistickd mapa. Podivdme-li se pozornéji na orientované grafy jednot-
livych generdtort pfi nejvétsi podpore jedincti, vSimneme si, Ze Logistickd mapa
obsahuje lepsi podporu svych jedincti jako rodi¢éi. Na druhou stranu u Random
generatoru pseudondhodnych cisel se podpora nejsilnéjsiho jedince vyskytuje v
mensim poctu generaci, avSak jiz od prvni generace se cetnost vybérii tohoto je-
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dince jako rodice pohybuje na pfednich prickach tabulky.Pokud tedy dany jedinec
obsahuje vhodné ohodnoceni testovaci funkce, velice pfispéje ke zlepSeni nasledu-
jicich generaci. I kdyz se Logistickd mapa jevi, Ze podle struktury grafu by méla
dosdhnout lepsiho vysledku, z experimentu 1 vime, Ze tomu tak neni a Random

v s

generator je vhodnéjsim kandidatem pfi pouZiti této funkce.

¢ Rana:Ranaje dalsiz funkci, u které neni zndmojeji globalni minimum. Z pohleduna
orientované grafy vidime, Ze p¥i prvni generaci oba dva generatory dosahuji velice
odlisnych barevnych zbarveni. PfestoZe u Logistické mapy je cetnost jednotlivych
jedinct, jako rodi¢t mensi, celkové orientovany graf dosahuje lepsiho rovhomér-
ného rozloZeni. Oproti tomu Sinai generdtor ma jedince, ktefi jiZ v prvni generaci
byli aktivnéji vybrédni jako rodice, ale mnoho jedinct pfesnéji patnact, nebylo viibec
vybrano pfi generovani nésledujici generace. Dalsim viditelnym faktem je, Ze Lo-
gistickd mapa byla nejvice podporovana jedincem ¢islo 32 a to od prvni generace
aZ po ¢trnéactou generaci. Sinai byla nejvice podporovana jedincem ¢islo 46 a to od
prvni po jedendctou generaci. Zavérem muZeme tedy fici, Ze Logistickd mapa u této
funkce dosahuje lepsiho rozloZeni vyuZiti jedincti pfi tvorbé nové generace a jeji

vvvvv

e Rastrigin : U této funkce nejlépe dopadl Crypto Random generdtor. Nejhorsim
generatorem byl Arnold Cat Map. Jak bylo v tivodu fe¢eno, zkoumdame nejsilngjsiho
jedince, ktery byl pouZit nejvice krat jako rodi¢ a mohl tedy velmi p¥ispét k nalezeni
feSeni dané funkce. Pti 1500. generaci u Crypto Random vidime, Ze jedinci, ktefi
byli voleni, jako rodi¢e maji 0 mnoho vétsi ¢etnost nez je tomu u Arnold Cat Map.
Podivame-li se na oba orientované grafy od generatortina generace, kdy se nejsilnéjsi
jedinec zacal vyskytovat, vidime, Ze struktura grafti je velice rozdilna. Jedinci u
Arnold Cat Map jsou velice pasivni, kdy skoro polovina populace nepfispiva k
vylepSeni dalsi generace. U Crypto Random vidime, Ze vétSina jedincli aZ na tfi,
alespor jednou byla rodi¢em. Pokud se tedy jednd o Rastrigin funkci, je zfejmé,
Ze Crypto Random generator dosahuje vétsiho zlepseni v ndsledujicich generacich,
diky pfispéni vétsiho poctu jedincti v kazdé generaci.

o Schwefel : U posledni funkce nejlépe dopadl generator Logisticka mapa a nejhtfe
generdtor Arnold Cat Map. Jiz z pohledu na tabulky vidime, Ze Logisticka mapa
ve své nejvétsi podporované generaci dosahuje o mnoho vétsi podpory ze strany
svych jedinct. Arnold Cat Map md podporu od svych jedincti podstatné mensi,
coz vede v duasledku k pomalejsimu zlepSovani nasledujicich generaci. Dlilezitym
faktem u této funkce je, Ze DE byla nastavena s pocate¢nimi parametry, které jsou
pro Schwefelovu funkci velmi vhodné zvoleny. Kazdy pouzity generator dosahl u
této funkce tispésného nalezeni globalniho minima.

Z predchozich tabulek a orientovanych grafi miizeme ¥ici, Ze kvalitnim generdtorem
pseudondhodnych &isel pro DE je Logistickd mapa. U vétsiny nami zvolenych testovacich
funkci dosahuje kvalitnich vysledkd, ale pfesto u Pathological funkce vidime, Ze tomu
vzdy tak byt nemusi.
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12 Zaver

Ucelem diplomové prace bylo otestovat jednotlivé pseudonahodné a chaotické generatory
¢isel s pouzitim diferencidlni evoluce. Tyto generdtory se testovaly na sadé Sesti testovacich
funkdi. Vysledky testu byly zanalyzovany a vyhodnoceny v jednotlivych experimentech, z
nichz se vyvodily zavéry kvality jednotlivych generatort. Miizeme tedy ¥ici, Ze cile diplo-
mové prace byly spInéné a neexistuje univerzalni pseudondhodny ¢i chaoticky generétor
¢isel, ktery by dosahoval nejlepSich vysledkti u vSech testovacich funkci. Nejslibnéjsim
kandidatem se jevi chaoticky generdtor Logistickd mapa, kterd dosdhla piekvapivé dob-

rych vysledki.

Bc. Adam Rehot
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Abstrakt

Differential evolution is one of the great family of evolutionary algorithms. As well
as all evolutionary algorithms differential evolution uses pseudorandom numbers ge-
nerators in many steps of algorithm. In this paper we will compare pseudorandom
numbers generators as Mersenne Twister, Crypto Random, Random number genera-
tor in Microsoft .NET System.Random class, Visual Studio 2010, Multiply-with-carry,
Xorshift and chaotic numbers generators as Logistic map, Arnold Cat Map and Sinai.
The main goal of this paper is compare these pseudorandom numbers generators
and chaotic numbers generators from the view of differential evolution convergence’s
speed to the global minimum.

A.1 Introduction

Evolutionary algorithms (EAs) are based on three basic principles — natural selection,
crossing and mutation. They work with the population of individuals. Individuals are
created by their parameters and fitness value, which says how this individual is good in
the population. At the beginning the population is generated randomly, that means that
parameters of individuals are generated in their bounds randomly [1]. For this step EAs
need pseudorandom numbers generators as well as in crossing etc.

In [2] authors describe the embedding of Lozi map as the generator of pseudorandom
numbers in DE, where Schwefel’s function with higher dimensions has been used as the
testing function. In [3] authors use three different chaotic attractors — Dissipative standard
map, Lozi map and Arnold Cat map as the pseudorandom numbers generators in Particle
Swarm Optimization (PSO) algorithm. Two chaotic attractors used as the pseudorandom
numbers generators in PSO algorithm — the initial study has been described in [4]. Authors
of [5] deal with the question if evolutionary algorithms really require randomness. In [6]
authors study DE driven by selected six chaotic systems in the task of reactor geometry
optimization. Paper [7] mentions chaos driven DE with Lozi Map in the task of chemical
reactor optimization and in [8] authors deal with impact of various chaotic maps on the
performance of chaos enhanced PSO Algorithm with inertia weight.

63
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A.2 Differential evolution (DE)
DE has been used at first by Ken Price and Rainer Storm in 1995 [1].

A.2.0.1 Parameters Exact principle of DE is described for example in [1]]. The quality
of DE is influenced by it’s control parameters:

e Number of population - N P says how many individuals will be in one population.
(Suggestion value is 10D.)

e Problem dimension - D means the number of cost function arguments.

e Generations - Generations set the number of evolution cycles.

e Crossing threshold - C R may have value from 0 to 1. (Suggestion value is 0,8 - 0,9.)
e Mutation constant - I - may have value from 0 to 2. (Suggestion value is 0,3 -0,9.)

In present time, there are many improved algorithms of DE, for example in [9] authors
speak about a Taguchi-crossover differential evolution (TCDE), in [10] authors mention
a prediction adaptive grouping differential evolution (AGDE) and in [11] a modified
differential evolution algorithm (MDE) is described. In this research we will deal with DE
called DE/rand/1/bin.

A.3 Pseudorandom numbers generators
A.3.1 Mersenne Twister (MT)

Mersenne Twister (MT) has been proposed by Makoto Matsumoto and Takuji Nishimura
in 1997. It is mentioned that Mersenne Twister (MT) is a modification of a Twisted Ge-
neralized Feedback Shift Register (TGFSR). It has a long period — 21937 — 1 and a 623
dimensional equidistribution up to 32-bit accuracy [12].

MT is very popular and it is used in many areas of research, for example in [13],
where Mersenne Twister hardware implementation for the Monte Carlo Localization
Algorithm has been described. In [14], where Makoto Matsumoto is one of the author,
variants of MT suitable for graphic processors are mentioned. MT is used in [15] as one
of the pseudorandom numbers generators for massively parallel simulations on GPU.
In [16] authors mention MT in connection with deterministic parallel random-number
generation for dynamic-multithreading platforms.

A.3.2 Microsoft .NET System.Random class, Visual Studio 2010, (VS 2010)

As we can read in [17] pseudorandom numbers are chosen from a finite set of numbers.
This pseudorandom numbers generator is based on Donald E. Knuth’s subtractive random
number generator algorithm, see [18].

Authors mention that this pseudorandom numbers generator starts with a seed value.
This seed is time-dependent, because it is the way how to produce different sequences of
numbers [17].
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A.3.3 Crypto Random

This pseudorandom numbers generator is an improvement of pseudorandom number
generator of Microsoft .NET System.Random class in Visual Studio 2010 and it has been
used in our research as experimental. Code of this pseudorandom numbers generator is
described in [19]].

A.3.4 Multiply-with-carry (MWC) and Xorshift

The author of both pseudorandom numbers generators is G. Marsaglia. It is commonly
known that G. Marsaglia is an author of the famous Mother of all random numbers ge-
nerators, which produces uniformly distributed pseudorandom 32-bits values. Its period
is then 22°.

Big advantage of Xorshift is its speed. It generates numbers very fast, see [20] and
[21]. Xorshift produces a sequence of 232 — 1 integers, or sequence of 24 — 1 pairs z, y
or a sequence of 2%¢ — 1 triples x, y, z by means of repeated use of a simple computer
construction [22]].

MWC can generate sequences of random numbers with great periods from 2% to
22000000 yery fast, see [23] and [24].

A.4 Discrete chaotic systems as pseudorandom numbers generators in
evolutionary algorithms

In recent time discrete chaotic systems have been used as the generators of pseudoran-
dom numbers in EAs. In [25] chaotic differential evolution algorithm based on competitive
coevolution is described. Other researchers deal with evolutionary synthesis of chaotic
systems in [26] and in [27] deal with symbolic regression of deterministic chaos systems
using GPA-ES system. In [28] authors describe chaos synchronization problem using
Takagi-Sugeno fuzzy observer. Performance of enhanced PSO algorithm with Lozi cha-
otic map is described in [29]. In [30] authors mentioned chaotic populations in genetic
algorithms.

A.4.1 Logistic map

Logistic map is defined by Eg28 If 0 < a < 1 the map has a sink at 2 = 0 and every
initial condition between 0 and 1 is attracted to this sink. If 1 < a < 3 the map has a sink
atz = =1 If a is greater than 3, the fixed point z = “-! is unstable. When a grows above
1 + /6 ~ 3.45, the period-two sink also becomes unstable. Many periodic orbits arise as
a is increased from 3.45 to 4 [31]]. For better illustration see Fig

Tny1 = azx(l — xy) (28)
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Obrazek 33: Logistic map, bifurcation diagram.

A.4.2 Arnold Cat Map
Arnold Cat Map is defined by Eq29

Tn+l = ($n + yn) mod 1, (29)
Yn+1 = (T + kyn) mod 1

In [32] authors study the problem of period distribution of the generalized discrete
Arnold Cat Map over the Galois ring Z(2e). Authors of [32] say that one goal of their paper
is development of chaotic based Arnold Cat Map for encryption/decryption of DICOM
files. In [34] Arnold Cat Map is mentioned in connection with chaos based cryptosystem
for still visual data. In [35] Arnold Cat Map is mentioned in connection with secure medical
image protection scheme based on chaotic maps and in [36] authors use Arnold Cat Map
in connection with a maximum entropy-based chaotic time-variant fragile watermarking
scheme for image tampering detection.

A.4.3 Sinai
Sinai is defined by Eq[30]

Tng1 = (Tn + Yn + 0 cos(27y,)) mod 1,

30
Yn+1 = (Tn + 2y,) mod 1 (30)

In [37] Kolmogorov-Sinai is mentioned in connection with statistics of Poincare recurren-
ces in local and global approaches, in [38] with entropy production in classical Yang-Mills
theory from Glasma initial conditions. In [39] authors connect Kolmogorov-Sinai with
relationship between dynamical entropy and energy dissipation far from thermodyna-
mic equilibrium. In [40] correlation properties of exactly solvable chaotic oscillators is
described. In [41] Sinai billiard is mentioned.



67

A.5 Motivation

The main goal of this paper is to compare pseudorandom numbers generators and chaotic
numbers generators used in evolutionary algorithm DE together. We have chosen six
testing functions and we are interesting in which pseudorandom numbers generator will
be better from the view of DE’s convergence’s speed to the global minimum.

A.6 Experiment design

For experiments HP Pavilion dv7-6050 with processor Intel Core i7 with frequency 2 GHz,
4 GB RAM and graphic card AMD Radeon HD 6770M and Microsoft Visual Studio 2010
have been used. The experiments have been processed by Mathematica 8 and Gnuplot
4.6. Precise setting of DE is mentioned in Table 43| As testing functions Egg Holder’s,
Griewangk’s, Pathological’s, Rana’s, Rastrigin’s and Schwefel’s functions have been cho-
sen. For Egg Holder’s, Pathological’s and Rana’s functions there is not common formula
for easy calculation of global minimum. Griewangk’s global minimum is f(z) = 0 as
well as Rastrigin’s. Schwefel’s global minimum is f(z) = —418.9829D where D means
dimension.

The parameter a of logistic map has been set to a = 4. The initial value of = has been
set to zp = 0.02. In Arnold Cat Map the initial value of = has been set to zyp = 0 and the
initial value of y has been set to yy = % Parameter k has been set to £ = 0.1. In Sinai the
initial value of x has been set to xg = 0.5 and the initial value of Y has been set to ¢y = 0.5.
The value of parameter ¢ has been set to ¢ = 0.1.

Tabulka 43: DE setting.

Parameter Value
NP 50
D 20
F 04
CR 0.6

Generations 1500

A.7 Results

Results are mentioned in Tables 16}, [47] 48] and 49} where we can see minimum,
maximum and average reached values for DE, where Egg Holder’s, Griewangk’s, Patho-
logical’s, Rana’s, Rastrigin’s and Schwefel’s functions have been used as testing functions.
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Tabulka 44: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Egg Holder’s
function has been used as cost function. Setting of DE is mentioned in Table

PRNG Min Max Average

Arnold Cat Map -13243.326  -6828.035 -8350.747
Crypto Random -9876.216 -7274.433 -8416.598
Logistic map -10420.003  -8143.635 -9157.682
MT -10227.992  -7214.173 -8389.643
MWC -8465.763 -6567.594 -7266.990
VS 2010 -15485.638  -7052.491 -8800.282
Sinai -12284.573  -6804.800 -8181.811
Xorshift -10239.755  -6828.035 -8350.747

Tabulka 45: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Griewangk’s
function has been used as cost function. Setting of DE is mentioned in Table

PRNG Min Max Average
Arnold Cat Map 0.101 0.335 0.210
Crypto Random 0.120 0.313 0.199
Logistic map 0.111 0.304 0.195
MT 0.089 0.393 0.213
MWC 0.551 0.823 0.708
VS 2010 0.101 0.375 0.205
Sinai 0.140 0.332 0.228
Xorshift 0.079 0.326 0.210

Tabulka 46: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Pathological’s
function has been used as cost function. Setting of DE is mentioned in Table

PRNG Min Max Average
Arnold Cat Map 3.943 6.471 5.663
Crypto Random 4.821 6.278 5.744
Logistic map 3.805 6.363 5.766
MT 4.499 6.219 5.647
MWC 5.513 6.719 6.369
VS 2010 2.970 6.373 5.329
Sinai 3.352 6.599 5.722

Xorshift 4.677 6.234 5.686
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Tabulka 47: Comparison of pseudorandom numbers generators (PRNGs) and chaotic
numbers generators from the view of DE’s convergence’s speed, where Rana’s function
has been used as cost function. Setting of DE is mentioned in Table

PRNG Min Max Average

Arnold Cat Map -5908.480 -4366.865 -4931.769
Crypto Random -5808.122 -4478.561 -5065.123
MT -5904.120  -4608.468 -5113.732
MWC -5237.811 -4139.292 -4593.440
VS 2010 -5964.770 -4514.558 -5051.146
Sinai -5993.439 -4102.931 -4893.173
Xorshift -5700.747 -4447.350 -5100.393

Tabulka 48: Comparison of pseudorandom numbers generators (PRNGs) and chao-
tic numbers generators from the view of DE’s convergence’s speed, where Rastrigin’s
function has been used as cost function. Setting of DE is mentioned in Table

PRNG Min Max Average
Arnold Cat Map 0.100 8.812 4.296
MT 0 6.965 3.269
MWC 33.106 63.861 49.776
VS 2010 0 8.522 3.788
Sinai 0.048 8.039 3.632
Xorshift 0 7.683 3.194

Tabulka 49: Comparison of pseudorandom numbers generators (PRNGs) and chao-
tic numbers generators from the view of DE’s convergence’s speed, where Schwefel’s
function has been used as cost function. Setting of DE is mentioned in Table 43}

PRNG Min Max Average

Arnold Cat Map -8379.658 -8142.781 -8355.970
Crypto Random -8379.658 -8261.219 -8370.183
MT -8379.658 -8261.219 -8377.289
VS 2010 -8379.658 -8261.219 -8368.998
Sinai -8379.658 -8261.219 -8363.076
Xorshift -8379.658 -8142.781 -8355.970
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A.8 Conclusion

From the results mentioned in previous section we can make sme conclusions:

o Egg Holder’s function: When we look at the Table we will see that the best
results were reached when Logistic map with parameter « = 4 had been used as
chaotic numbers generator. The speed of DE’s convergence to the global minimum
is the best in this case. It is clear from the column Average. On the other hand the
smallest minimum value was reached when VS 2010 had been used as pseudoran-
dom numbers generator.

e Griewangk’s function: From Table 45| we can see that the best results were reached
when Logistic map with parameter ¢ = 4 had been used as pseudorandom numbers
generator. From the column Average we can see that average reached value is the
smallest for Logistic map. That means that DE converged to the global minimum
faster when Logistic map with parameter a = 4 had been used than when other
pseudorandom numbers had been used. When we look at the column Min, we
will see that minimum reached values are comparable. It is true that the best results
were reached when Xorshift had been used. However, DE did not reached the global
minimum in any case of pseudorandom numbers generator.

e Pathological’s function: Table 46| say that the best results were reached when ge-
nerator of pseudorandom numbers of VS 2010 had been used. When we look at
the other pseudorandom numbers generator we will see, that the results of all
pseudorandom numbers generators are comparable for Pathological function. It is
interesting that the minimum value of fitness was reached when VS 2010 had been
used too.

¢ Rana’s function: DE reached the best results when Logistic map had been used as
pseudorandom numbers generator. We can see that the average reached value of
fitness is the smallest as well as minimum reached value for the row Logistic map.
Results of other pseudorandom numbers generators are comparable.

¢ Rastrigin’s function: We can see in Table 48| that the global minimum was reached
when Crypto Random, Logistic map, MT, VS 2010 and Xorshift had been used.
When Arnold Cat Map, Sinai and MWC had been used the global minimum was
not reached. From the view of DE convergence’s speed Crypto Random and Logistic
map reached the best results. The average reached values of MT, VS 2010, MT and
Xorshift are comparable. The worst values were reached when MWC had been used.

e Schwefel’s function: In Table[49 there are results for Schwefel’s function. As we can
see DE convergence’s speed was the best when MWC and Logistic map had been
used as the pseudorandom numbers generators. The global minimum was reached
for all pseudorandom numbers generators.
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From Tables and 9 we can see that the best pseudorandom numbers
generator from the view of DE convergence’s speed has become Logistic map. DE’s con-

vergence’s speed was the best almost for all chosen cost functions except Pathological. On
the other hand when we look at the Table 46| we will see that the average reached values
are comparable for all pseudorandom numbers generators. When VS 2010 had been used,
DE reached the smallest minimum value.
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