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Abstrakt

Tato bakalarska prace si za hlavni cil klade osvétleni zakladnich metod, které se

vyuzivaji pfi stereo korespondenci, nastinti moznych feseni problémi, které se u téchto
metod vyskytuji a také optimalizaci algoritmt s vyuzitim technologie CUDA.
Zékladnim cilem stereo korespondence je analyzovat 2 obrazy, zaznamenavajici shodnou scénu,
ovSem s odliSnymi uhly pohledu a nalézt v nich stejné prvky. Tohoto 1ze poté dale vyuzit pti
rekonstrukei 3D scény. Vypocetni naroky na takovéto analyzy jsou ovSem znacné veliké, a tak
je tfeba hledat moznosti optimalizace, kterou pfinasi naptiklad pravé CUDA technologie.

Klicova slova

Stereo korespondence, CUDA, Disparitni mapa , Optimalizace pomoci GPU

Abstract

Main goal of this bachelor work is explain main methods that are used for stereomatch,
some basic solutions of problems that can appear during using of these methods and also
propose optimization of these algorithm with help of CUDA technology.

Stereomatch's basic purpose is to analyze 2 images that shows same scene but from different
angles of view and find common elements. By means of this principle we can then reconstruct
3D scene. But basic problem is that the computation requirements required for this can be

abnormal. Thus we can find and use some optimization, that in our case can be application of
CUDA technology.
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1 Uvod

Uz od prirody je ¢lovék obdafen schopnosti vnimat cely okolni svét v prostorovém, tedy
troji-dimenzionalnim, obrazu. I kdyz je pro vétSinu z nas tato vlastnost brana za zcela
automatickou, fakticky se kazdy clovek této schopnosti musi v zacatku svého zivota naucit.
Respektive musi se schopnosti vytvofit a zpracovat 3D obraz naucit na§ mozek. Kdyby se z
jakéhokoliv diivodu stalo, Ze by se mozek ¢loveka této schopnosti nebyl schopen naucit, nebyl
by tento clovek prakticky viibec schopen prostorového vnimani. Jeho o€i by sice mohli obraz
zpracovavat bezchybné, ale mozku by predavali pouze 2 obrazy okoli z riznych uhld pohledu
ale mozek by je do vysledného prostorového obrazu nebyl schopen zpracovat.

K tomu aby jakykoliv tvor, at’ uz pfimo ¢lovék nebo jiny zivocich byl schopen vnimat okolni
svet prostorove je zapotiebi 2 zékladnich prostfedkll — organu, ktery mu umozni zachytit obraz
okolniho svéta a mozku, ktery tento ,,vstupni signal“ dokdze proménit do podoby prostorového
obrazu.

Co se tyka prvniho prostiedku, tedy v nasem ptipade lidskych o€i, neni jen potfeba trividlné
zachytit obraz okolniho svéta. K tomu, aby z takovéhoto zachyceného obrazu bylo mozno
vytvotit 3D obraz je zapotiebi, aby byly o¢i umisténé ve spravné vzdalenosti od sebe. Tento
oc¢ni rozestup se u lidi bézn€ pohybuje v rozmezi od 56 do 72 mm. Tato hodnota zajisti , pro nas
idealni, rekonstrukci prostorového obrazu. Kdybychom tuto hodnotu méli vyrazné vyssi, jako je
tomu napfiklad u nékterych druhd zvirat, nase prostorové vnimani by se znatelné zhorsilo,
ovSem na druhou stranu bychom byly schopni zachytit vétsi celek obrazu okoli. Obdobné
kdybychom tuto hodnotu o¢niho rozestupu méli nizsi, nase vnimani prostoru by se sice jesté
vice zlepSilo, ovSem na tkor velikosti celku vnimaného obrazu.

Samoziejm¢ v oblasti pocitacové védy je jiz dlouhou fadu let snaha prevést tento princip do
elektronické podoby a umoznit tak i po¢itacim moznost ,,naucit se“schopnosti vidét prostorove
a orientovat se v takovémto prostoru.

Neni dnes problém poskytnout vynikajici snimani obrazu pti pouziti kvalitnich kamer ¢i ¢ocek
fotoaparatii a tyto poté rozmistit presn¢ tak, aby simulovaly vyhled z naSich o¢i. Problém, se
kterym se dnes potykdme je v mozZnosti poskytnout dostatecny vypocetni vykon aplikacim tak,
aby byly schopny v co mozna nejkrat§im Case zpracovat obrazy a vytvofit z nich 3D
rekonstrukci scény.

Tomuto problému bych se tedy chtél vénovat v této bakalatské praci. V dnesni dobé existuje
celd fada algoritmt, které popisuji zptsob, jak Ize jednotlivé obrazy porovnavat a vytvaret z
nich disparitni mapy, které nakonec lze vyuzit pti rekonstrukci 3D scény.

Snahou této prace je popsat zékladni principy stereo korespondence, uvést zakladni algoritmy,
které si pti ni daji pouzit a také optimalizovat vybrané algoritmy pomoci technologie CUDA,
ktera poskytuje vypocetni vykon grafického procesoru k potiebnym vypoctim a manipulacim s
obrazovymi daty.

V zavéru této prace jsou uvedeny vysledné uspésnosti implementovanych algoritmti, podle

kterych lze usoudit, ktery algoritmus je pro optimalizaci pii pouziti CUDA architektury
nejvhodngjsi.



2 Rekonstrukce 3D scény

Problém rekonstrukce 3D scény neni nijak novy. Prvnimi lidmi, ktefi se zabyvali
problematikou prostorového vidéni byli jiz Antiéti Rekové a pravdépodobné prvni praci, ktera
byla na téma disparity sepsana, byl spis od Aristotela z roku 380 pt.n.1.[1]. I v dne$ni pocitacové
dobe je stale tento problém aktualni a zejména rozvoj robotiky a viibec celkova snaha umoznit
pocitatim analyzovat svét zptisobem, jakym to dokaze ¢loveék posouva naroky v této oblasti do
stale vétsich rozméra.

Jednim z prvnich védct, ktefi se zacali v novodobé historii pocitacovych véd timto problémem
zabyvat byl kupiikladu David Marr, ktery jakoZto pracovnik laboratofe umélé inteligence na
MIT v 80. letech navrhl na téma pocitacového vidéni svou teorii, kterou i pozd€ji vyuzival pfi
feSeni stereo korespondence. Pravé v této teorii upozornoval na fakt, ze zpracovani obrazli
pomoci lidského vizualniho systému ma velice komplikovanou hierarchickou strukturu, ktera
vyzaduje vicevrstvé zpracovavani obrazu a ze pfevedeni tohoto systému do pocitacového
zpracovani nebude viibec jednoduché, coz se ostatné prokazuje dodnes, kdy se stale vyskytuji
problémy vyplyvajici z geometrickych ¢i fotometrickych omezeni[2].

Dnes pro nas jiz neni problém rekonstruovat prostorovou scénu z 2 ¢i vice obrazi, které danou
scénu zachycuji s riznych uhld, samoziejmé za predpokladli kvalitnich vstupnich dat (napf.
minima objektli, které jsou v zakrytu a pod.) a dosdhnout pomérné uspokojivych vysledkda.
Dnesnim, do této chvile jesté ne zcela uspokojivé vyfeSenym problémem je rekonstruovat
takovouto scénu co mozna nejrychleji a nejefektivnéji tak, abychom mohli poskytnout
prostorové vidéni programtim v pokud mozno redlném cCase. Tyto potieby ovSem pfinaSeji velmi
vysoké naroky na vypocetni vykon, ktery je k takové rekonstrukci trojrozmérnych scén
zapotiebi.

2.1 Moznosti realizace vypocetnich operaci

V pocatecnich letech vyvoje aplikaci zabyvajicich se problémem rekonstrukce 3D scén
bylo zvykem vyuzivat k vypocetnim operacim zejména procesory CPU, protoze se jednalo o
vice méné jediny prostiedek, ktery byl schopen slozité vypocetni operace realizovat. Navic
vykonost CPU se v prubchu poslednich vice nez 20 let stale prudce zvySovala a v soucasné
dobé se u béznych desktopovych pocitacti pohybuje v fadech jednotek FLOPS (u serverovych
pocitact dokonce v fadech stovek FLOPS)[3].

Ovsem v soucasné dobé¢ je vhodnéjsi pouzivat na tyto narocné vypocetni operace, které jsou
délany nad obrazovymi daty graficky procesor GPU (tento piistup vyuzivani GPU se v literatufe

oy s

procesoru ¢asto mnohonasobné pred¢i vykony dnesnich CPU.

Dnesni CPU, se totiz pii zpracovani instrukci orientuji na tzv. multicore piistup, tzn.
zachovavaji stavajici bézné rychlosti vykondvani sekven¢nich piikazi programt, ale jednotlivé
ukony rozd€luji do vice jader. Naproti tomu grafické procesory pii zpracovani instrukei
vyuzivaji ptistupu many-core. Tento druh pfistupu se vice orientuje na moznost poskytnuti lepsi
paralelni propustnosti jednotlivym aplikacim.
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Obr. 2.1.1: Vyvoj vykonnosti CPU a GPU (podle hodnoty FLOPS)

Zatimco u prvni metody piistupu multicore u CPU se dnes bézné setkavame s procesory s
poctem 2 az 8 jader, u metody many-core vyuzivané grafickymi procesory se pocty jader
pohybuji v fadech stovek. Jadra GPU procesort jsou sice jednodussi a mensi, tim padem oproti
procesortim CPU jsou omezenéjsi v poskytovani vnitini logiky, ale poskytuji daleko lepsi
hodnoty FLOPS (viz Obr. 2.1.1)[3] a pro naSe vypocetni operace, které budeme pii stereo
korespondenci vyuzivat je tedy vyrazné vhodnéj$i optimalizovat programy pro grafické
procesory.

2.2 Stereo korespondence a urceni disparity

Stereo korespondence je hlavnim nastrojem pfti rekonstrukei 3D scény. Jejim hlavnim
ukolem je analyzovat 2 nebo dokonce vice obrazl, které zachycuji totoznou scénu z mirné
odlisnych uhli pohledu a najit v téchto obrazech spole¢né elementy. Praveé nalezenim téchto
totoznych elementd jsme totiz schopni pomoci rozdilnych algoritmti vypocitat disparitu a
vytvofit tzv. disparitni mapu, ze které jsme schopni urcit prostorové podrobnosti celé scény, jako
je napriiklad vzdalenost jednotlivych objektti od sebe nebo od pozorovaciho mista objektivi a
timto i fakticky celou tuto scénu prostorové vymodelovat.

2.2.1 Princip stanoveni disparity a vypocet vzdalenosti objektu

Jak je vysSe uvedeno, tim Ze scéna je zaznamendna pomoci 2 obrazll z mirn€ odli$nych
uhlt (respektive pro zpiesnéni celkového vysledku je vhodné pouzivat vice obrazl, z jedné
kamery ¢i fotoaparatu, ale to pro vysvétleni principu nemusime uvazovat), stejny objekt, ktery
je zaznamenan na prvnim obraze nebude umistén na stejném mist€ i na druhém obraze. A prave
tento rozdil umisténi stejného objektu na 1. a 2. obraze udavaného v pixelech je disparita (viz
Obr. 2.2.2)[4].
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Tato hodnota disparity je pro pozdéjsi tvorbu disparitni mapy nebo dokonce rekonstrukci celé
prostorové scény stézejni véc, a proto se na presné urCeni této hodnoty musime pii tvorbé
algoritmil stereo korespondence zaméfit.

Obecny postup, ktery mizeme pro uréeni disparity navrhnout bych tedy dale vysvétlil. Pro
jednoduchost budu pti tomto piikladu uvazovat za vstupni data pouze 2 obrazy scény (levy a
pravy). Prvni dilezitou véci je urcit, ktery ze 2 vstupnich obrazi ozna¢ime jako referencni.
Pomoci tohoto referencniho obrazu budeme totiz vzapéti analyzovat druhy obraz a hledat v ném
stereo korespondenci.

LEVY OBRAZ PRAVY OBRAZ

o S

Obr. 2.2.2: Urceni disparity

V pocatecni fazi vybereme urcitou oblast v referenénim obraze, kterou nasledné budeme za
pomoci urcitého algoritmu stereo korespondence hledat v obrazu druhém. Dutvod, proc¢
vybirame oblast vice pixelli a neporovnavame jednotlivé pixely navzajem je jednoduchy.
Snazime se najit urcité stejné objekty v obrazech a pouhym porovnanim jednotlivych pixelt
navzajem bychom uspésného vysledku nebyly schopni dosahnout. Viz Obr. 2.2.3.

Pokud bychom porovnavali jednotlivé pixely navzijem, urcit€¢ bychom neuspéli, protoze jen
napft. stejnych pixell bilé barvy bychom nalezli mnoho. Pokud ovSem budeme hledat pixel se
svym okolim (na obrazku zvyraznéno Cervenym rameckem) naSe Sance se bezesporu zvysi.
Nesmime ovsem velikost oblasti zvolit ani prili§ velikou, protoze toto by nam vypocet znatelné
nezefektivnilo.

Obr. 2.2.3: Nalezeni shody v levém a pravém obraze
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Sekvenéné budeme prochazet vSechny pixely (a jejich okoli dle velikosti vybrané oblasti
referen¢niho obrazu) v druhém obrazu a hledat shodu.

Tento zplisob analyzy obrazli se nazyva korelacni zpracovani obrazu a jelikoz ho v programu,
ktery je k této bakalafské praci pfilozen vyuzivam, budu se zabyvat pouze timto zptisobem. Pro
uplnost doplnim, ze druhym hlavnim zpisobem analyzy obrazil je tzv. ptiznakové zpracovani
obrazu, které se vyuziva zejména v robotice a neanalyzujeme u né&j vSechny pixely obrazu, ale
hledame urcité snadno detekované prvky (napft. hrany), které poté porovnadvame.

V moment¢, kdy nalezneme objekt, ktery je podle naseho algoritmu nejpravdépodobnéji shodny
s objektem v referencnim obraze lze jiz tedy snadno urcit vyslednou disparitu.

—_— C’/F—
e

| D |

Obr. 2.2.4: Princip stanoveni vzdalenosti objektu od kamer

Pomoci této urcené disparity d a dalSich zékladnich parametrti, jakymi jsou ohniskova
vzdalenost kamery ¢i fotoaparatu f a vzdalenost kamer ¢i fotoaparati od sebe navzajem neboli
ucati B (viz Obr. 2.2.4) jsme nakonec schopni vypocitat vzdalenost objektu od kamer pomoci
nasledujiciho vzorce[4]:

Bf

D=—-
d
Vzorec 1

2.2.2 Tvorba disparitni mapy a jeji druhy

Princip nalezeni stereo korespondence a urceni disparity je jiz tedy objasnén. NaSim
cilem ale neni pouhé nalezeni disparity u jednotlivého pixelu, kone¢nym vystupem,
kteréhokoliv algoritmu stereo korespondence by méla byt disparitni mapa, z jejiz pomoci jsme
schopni vnimat hloubku dané scény a popf. scénu zrekonstruovat (viz Obr. 2.2.5).

Disparitni mapu si mizZeme predstavit jako matici M o rozmérech stejnych, jako plvodni
analyzované obrazy. Tedy pokud maji vstupni obrazy(L,R) rozméry w,h (samoziejmé musi
platit Ze wi=wgr a hy=hg) vysledna disparitni mapa (matice M) bude mit rozméry taktéz w,h.
Hodnota prvku p v disparitni map€ na pozici X,y je potom rovna disparité pixelu na stejné pozici
X,y ve vstupnim referenénim obrazu.
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Obr. 2.2.5: Disparitni mapa (uprostied) vytvorena ze 2 obrazl scény

Disparitni mapy mizeme rozdélit na 2 zakladni druhy. Prvnim z nich je tzv. tfidka disparitni
mapa neboli sparse disparity map. Tento typ se vétSinou vytvaii pfi pfiznakovém zpracovani
obrazu, o kterém jsem se jiz zminoval v odstavci 2.2.1. Vyhodou této fidké disparitni mapy je
zejména to, ze ji 1ze vypocitat a sestavit za velice kratkou dobu, jelikoz v obraze analyzujeme
pouze urcité snadno rozpoznatelné objekty (hrany, rohy) a ne vSechny pixely. Hlavni nevyhodou
je ovSem nizka kvalita takovéto vysledné disparitni mapy. Chybé&jici hodnoty disparity se totiz
musi dopocitavat pomoci odhadu, které jsou zaloZeny na disparitach pixeld, které s takovymto
chybé&jicim bodem sousedi.[5] Tento odhad hodnot vede ovSem casto k neptesnym hodnotdm
disparit, které pak kvalitu vysledné disparitni mapy snizuji.

Druhym typem mapy je tzv. hustd disparitni mapa neboli dense disparity map. Oproti fidké
disparitni mapé je tato mapa vyrazn€ kvalitn€jsi. V husté disparitni mapé€ jsme schopni daleko
1épe rozpoznavat hloubku obrazu a rozeznavat vysledné objekty. Bohuzel tvorba takovéto mapy
je vyrazné pomalejsi, jelikoz ji tvofime zejména pii korelacnim zpracovani obrazu, pii kterém
porovnavame vSechny pixely v obraze.

Pti tvorb¢ aplikace, kterd se bude zabyvat stereo korespondenci nebo rekonstrukei 3D scény
bychom si tedy vzdy méli dobfe rozmyslet jak druh metody, pomoci které budeme obraz
analyzovat tak i jaky typ disparitni mapy budeme vytvaret.

2.3 Mozne vyuziti techniky stereo korespondence

Moznosti vyuziti techniky stereo korespondence v praxi jsou SirSi, neZ pouze
rekonstrukce prostorové scény s 2 ¢i vice dvourozmérnych obrazd, kterou lze napt. vyuzit v
robotice pii orientaci robotldl v prostoru[6]. Vyhledavani spole¢nych ¢i konkrétnich prvku v
obraze muze byt pouzito v celé tfadé jinych aplikaci, jako jsou programy pro detekci a
rozeznavani lidskych tvari, aplikaci v automobilovém pramyslu, kdy mizeme docilit
rozpoznavani nebezpecnych objektd na silnici nebo dokonce dopravnich znacek ¢i aplikaci v
1ékatstvi, kdy lze detekovat urcité tvary na rentgenovych snimcich.

Pro vSechny tyto praktické vyuziti je ov§em nutné zajistit, nejen to, aby vykonavani programt
bylo dostatecné svizné, ale zejména aby vysledky, které tyto programy budou poskytovat byly
co nejpresnéjsi a nejkvalitngjsi. Zatimco stale lepsi a lepsi optimalizaci stavajicich algoritmt
detekci stereo korespondence u vSech objektii v kterékoliv scéné. Stale se potykame s problémy,
kdy jsou napt. objekty scény v zakrytu jinych objekt ¢i jinymi geometrickymi omezenimi,
takze prace v této oblasti je stale jeste mnoho.
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3 Algoritmy vyuzivané pfi stereo korespondenci

Algoritmi, které se dnes bézné vyuZivaji pfi urCovani stereo korespondence v obrazech
je cela fada, mizeme je rozdélovat do rozdilnych skupin podle toho, jakym zptisobem pracuji se
vstupnimi obrazovymi daty, jak kvalitni pfi jejich pouziti ziskdme vyslednou disparitni mapu i
podle jejich praktického vyuziti v konkrétnich situacich.

Spole¢nym prvkem vsSech téchto algoritmi je poté samoziejme nalezeni urcité shody ve
vstupnich datech a jeji dal§i zpracovani, které vyvrcholuje naptiklad az v tvorbu disparitni
mapy. Nalezeni této shody lze chapat jako proces nalezeni urCité korelace, tedy nalezeni
urcitého stupné vzajemného vztahu mezi vstupnimi daty ze dvou rozdilnych skupin[5]. Prave
tento proces je ovSem v oblasti pocitacovych véd stale neuspokojivé dofesen a stale se pracuje
na vylepSovani stavajicich algoritmti ¢i tvorbé novych, které mohou poskytovat zcela odlisny
pristup k problematice.

V nésledujicich ¢astech této kapitoly bych se tedy zaméfil na mozné zpusoby rozdéleni
algoritmt, jejich vycet, hlavni rozdily a situace, ve kterych je pouziti danych algoritmii vhodné
a kde nikoliv.

3.1 Mozné zpusoby déleni algoritmu stereo korespondence

Jak jiz jsem uvedl vySe, moznych zplsobl jak lze rozdé€lit soucasné algoritmy
vyuzivané pii analyze stereo korespondence muze byt celd fada. Neni jednoduché zavést urcité
standardizované rozdéleni téchto algoritmti nicméné jsou urCité hrubé zakladni kategorie, do
kterych lze stavajici algoritmy roztiidit a tim umoznit lepsi orientaci v celé problematice. Tyto
zakladni typy déleni metod vyuzivanych pfi stereo korespondenci bych tedy dale popsal.

3.1.1 Déleni algoritmu v zavislosti na vysledné disparitni mapé

Prvnim zplsobem, kterym jsme schopni vSechny algoritmy pouzivané pii stereo
korespondenci rozdélit je uréenim typu vysledné disparitni mapy. O dvou zakladnich druzich
disparitnich map jsem se jiz zminil v kapitole 2.2.2, takze zde jen pro pfipomenuti zopakuji, ze
existuji disparitni mapy husté a fidké (dense, sparse), které se li§i vyslednou kvalitou zpracovani
vstupnich obrazii. A podle téchto map probiha tento prvni zpisob déleni algoritmt
(viz Obr. 3.1.6).

V literatufe se také mizeme setkat s pojmem déleni algoritmi na korela¢ni a priznakové, coz je
déleni zalozené na stejném principu, jelikoz pfi korelacnim zpracovani obrazu vznika husta
disparitni mapa zatimco pii pfiznakovém vznikne mapa ridka.

Nasim cilem je samoziejmé to, aby cely vysledny program fungoval co nejptesnéji a poskytoval
nejrelevantné;jsi data. Takovyto vysledny efekt by nam poskytovaly prave ty algoritmy, které by
vytvarely disparitni mapu hustou. Ta totiz poskytuje hodnoty disparity pro vSechny (nebo pro
vétSinu) pixeld vstupnich obrazii. Kdybychom vysledny program chtéli napiiklad vyuzivat pro
rekonstrukei celé scény za pomoci syntézy jednotlivych obrazli, pouziti husté disparitni mapy
by bylo nejvhodnéjsi[7].
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Obr. 3.1.6: Dé€leni algoritmt dle vysledné disparitni mapy

Na druhou stranu vytvoteni takto kvalitni disparitni mapy vyzaduje, v porovnani s tvorbou fidké
disparitni mapy, daleko vétsi vypocetni vykon a Cas. Algoritmy stereo korespondence, které
vytvareji hustou disparitni mapu totiZ museji analyzovat kazdy pixel ve vstupnich obrazech a
vypocitavat pro n¢j hodnotu disparity. Oproti tomu pii tvorbé fidké disparitni mapy algoritmy
hledaji urcité snadno rozeznatelné objekty v obraze a disparitu urCuji pouze pro né. Pro
zbyvajici pixely vetSinou hodnoty disparity predikuji.

Vhodnost pouziti algoritmu vytvaiejiciho hustou ¢i fidkou disparitni mapu je tedy pomérné
jednoznacna. V pripad€, ze na§ program si klade za cil predevsim rychlost, coz je hlavni
pozadavek kupiikladu u realtime zpracovani videa je vhodné uvazovat o sparse metodach.
Pokud by ovSem vystup z naSeho programu mél slouzit pro co nejrealisti¢téj$i popsani
prostorové scény méli bychom urcité pouzivat metody tvorici husté disparitni mapy.

3.1.2 Déleni algoritmu dle formatu vstupnich dat

Dalsim zplsobem, kterym lze rozd¢lit algoritmy stereo korespondence je podle typu
vstupnich dat, se kterymi nas algoritmus bude dale pocitat. Moznosti jsou, stejné jako v
predchozim zptusobu déleni, dv€é. V prvnim ptipad¢ algoritmy pocitaji vysledné hodnoty
disparit v zavislosti na hodnot¢ intenzity napt. jasové slozky kazdého pixelu. Jelikoz ptistupuji k
jednotlivym vstupnim datim piimo ze vstupnich obrazii aniz by je dale upravovali tyto
algoritmy zatfazujeme do kategorie pfimych metod stereo korespondence.

V opacném ptipadé, tedy tehdy, kdyz se mezi fazi ziskani vstupnich dat pfimo z obrazu a fazi
vysledného zpracovani téchto hodnot vlozi jakakoliv uprava vstupnich hodnot, hovofime o
algoritmech z kategorie nepiimych metod stereo korespondence. Tuto kategorii nepiimych
metod poté jeste¢ mizeme rozdélit na podkategorie dle zplsobu, jakym vstupni hodnoty
upravuyji(viz Obr. 3.1.7).

T&mito upravami mohou byt kuptikladu transformace intenzity vstupnich dat do jinych domén
nebo vypocet jinych charakteristickych vlastnosti vstupnich dat podle kterych lze dale
vyhledavat shodu. V kategorii nepfimych metod se poté mohou objevit napiiklad algoritmy,
které analyzuji pocty permutaci, které jsou zapotfebi k sefazeni vSech pixell v urcitém
analyzovaném okné Ci algoritmy vypocitavajici pocty pixeld, které jsou ve zkoumaném okoli
obrazu vétsi nez vybrany pixel.
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Obr. 3.1.7: Déleni algoritmti dle formatu vstupnich dat

Co se tyka vhodnosti pouziti algoritmt z kategorie pfimych ¢i nepiimych metod, neni jiz toto
posouzeni zdaleka tak jednoduché, jako v predchozim pripad€. samoziejmée i zde bychom mohli
urCit, ze v piipad¢, pokud budeme analyzovat intenzitu pixeld pfimo podle jejich jakovych
slozek (a tedy vyuzivat algoritmy z kategorie pfimych metod) mélo by byt zpracovani znatelné
rychlejsi nez v pripad¢, Zze budeme pied analyzou vstupni data jakkoliv upravovat.

Avsak znovu miizeme fici, Ze pokud budeme chtit ziskat co nejrelevantnéjsi vysledky bylo by
vhodné asponi zvazit, zda-li neni vhodné vyuzit algoritmt ze skupiny nepfimych metod stereo
korespondence. Znovu je tedy vhodné zvazit, z jaké skupiny zvolit algoritmus pro nas konkrétni
problém.

3.1.3 Déleni algoritmu dle velikosti dat potfebnych pro urcéeni disparity

Posledni zakladni metoda, podle které Ize rozdélit algoritmy pouzivané pro analyzu
stereo korespondence je takova, Ze analyzujeme jak velkou oblast vstupnich dat na$ konkrétni
algoritmus vyuziva k vypoctu disparity vSech pixeli. Opét jako jiz tomu bylo u pfedchozich
dvou déleni i toto vytvati 2 hlavni skupiny algoritm.

Prvni skupina analyzuje pouze urcitou oblast pixeld, ktera se vyskytuje v okoli daného pixeld,
pro které¢ho urcujeme disparitu. Algoritmy vyuzivajici tohoto principu budou tedy zatazeny do

prvni kategorie jako lokalni metody stereo korespondence. V ptipad¢ druhé skupiny algoritma,
tyto vyuzivaji pro urceni disparity vS§echny vypocitané hodnoty v celém procesu.
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Rozdéleni téchto dvou skupin algoritmii ovSem neni zcela striktni. V mnoha piipadech
implementace algoritml vyuzivajicich globalni metody stereo korespondence je bé&zné, ze k
uréovani disparit je vyuzito i algoritmli z kategorie lokalnich metod. Déle je mozné hlavni dvé
skupiny metod stereo korespondence rozd¢lit do podkategorii (viz Obr. 3.1.8).

U lokalnich metod je nejrozsitenéjsi vyuzivani metody blokové korespondence (block match).
Je to zékladni zptsob, kdy postupné analyzujeme vstupni obrazy po blocich, podle kterych
urcujeme disparity v zavislosti na analyze vSech pixelt v jednotlivém bloku. Tento zptisob je
ostatné také vyuzivan u algoritmi, které implementuji v programu, ktery je soucasti této prace
(ssd,sad,...). Co se tyka rozdéleni globalnich metod na jednotlivé kategorie, zde je situace

vvvvvv

pouze ty nejbéznéjsi.

metody
stereo korespondence

lokdlni metody

globalni metody /

N "feature ropaRace Zordv abové fer hierarchické
matching” propag p ’ ¥ metody
blokova dynamické e e ever o " F—
korespondence programovéni nelinearni Sifeni Tensor voting

Obr. 3.1.8: Déleni algoritmii dle velikosti dat nutnych pro uréeni disparity

Jelikoz o lokélnich metodach se budu zminovat v pozd¢jsi kapitole, na tomto misté bych ted’ rad
uvedl zakladni charakteristiky uvedenych globalnich metod. Tyto metody jsou oproti lokalnim
metodam slozit€jsi na implementaci (v mnoha piipadech je totiz zapotfebi implementovat
znacné slozité podptirné mechanizmy) avsak poskytuji kvalitativné lepsi vysledky.

Propagace zprav (Belief propagation)

Hlavni technikou pouzivanou pro tuto metodu je urCovani pravdépodobnosti, kde by se méla
disparita nachazet. Vyuziva se pii tom urcitého specidlniho druhu neorientovaného grafu MRF,
ve kterém jsou data uloZena v jednotlivych uzlech.

Tyto uzly si poté navzdjem posilaji specialni zpravy za vyuziti algoritmu BP. Obsahem téchto
zprav je prave pravdépodobnost zda uzel, ktery zpravu odeslal poslal hodnotu disparity shodnou

s informaci, kterou poskytuje uzel pfijemce. Princip uréeni vysledné pravdépodobnosti je poté v
tom, ze vSechny uzly v MRF grafu jsou rozdéleny na vice a méné diivéryhodné, a pokud uzel s
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mens$i duvéryhodnosti posila zpravu uzlu s divéryhodnosti vyssi vysledna pravdépodobnost
bude vyssi nez v opa¢ném piipadé. Krome tohoto zékladniho principu existuji i dalsi vylepseni
této metody, naptiklad vypocty realizované na 3 MRF grafech, kdy jeden z grafti zodpovida za
vypocet disparity pixeli,, druhy se zamétuje na zpracovani ohrani¢eni objektd (line processing)
a posledni na urCeni okluze[8]. Pravé tato algoritmy vyuzivajici tuto techniku maji velice
kvalitni vystupni disparitni mapy.

Dynamické programovani

Zakladnim principem pfistupu algoritmli vyuZzivajicich tuto techniku programovani je rozdéleni
hlavniho vyhledavaciho problému (tedy nalezeni disparity) nad daty v 2D prostoru na sérii
jednotlivych menS$ich vyhledavacich problémti ovSem pouze nad 1D prostorem. Takovéto
zpracovani je poté efektivnéjsi a umoznuje znacnou optimalizaci.

Grafové rezy (Graph cuts)

Pti pouziti techniky grafovych fezi je analyzovan maximalni tok v grafu, ktery je vytvoren ze
vstupnich dat. Znovu je tedy tieba nejprve vyvinout dostatecné silny algoritmus pro pruchod
grafem, ktery ndm tento max. tok urci.

r

Nelinearni Sifeni (Nonlinear diffusion)

Algoritmy vyuzivajici nelinearni Sifeni ptistupuji k feSeni problému tak, ze akumuluje
jednotlivé hodnoty shody, coz je odlisné pojeti nez tomu bylo u piikladu blokové korespondence
u lokalnich metod, kdy jsme vyuzivali pouze okno fixni velikosti. Tento druh metody stereo
korespondence vyvinuli Daniel Scharstein a Richard Szelinski a podrobnéjsi informace jsou k
dispozici v jejich publikaci[9].

Hierarchické metody

Tyto metody, oznacované také jako scale-space metody vyuzivaji pro urceni shody pfistup ke
vstupnim obraziim v rozliénych stupnich. Kazdy obraz je tak popsdn pomoci vice jinak
vyhlazenych obrazti (jinych stupi), které se 1isi pfisluSnym parametrem Skaly (scale
parameter) viz Obr. 3.1.9 [10]. Poté co je vstupni obraz takto upraven se jiz pfi vyhledavani
shody postupuje hierarchicky podle hodnoty parametru $kaly. Pfi tomto postupu data ziskana z
obrazu s vy$§im parametrem ovliviuji ty data z obrazu detailnéj$iho a tim je zaru¢eno vyrazné
zredukovani prohledavané oblasti v kazdé urovni, jelikoz nam data z hrubSich stupnd
upravenych obrazl poskytuji predbézné informace o pravdépodobné poloze disparity.

t=1.0 t=16.0 t=256.0
Obr. 3.1.9: Totozny obraz pii odlisnych hodnotach scale-parameter (t)



Tensor voting

Posledni zde uvedenou technikou globalnich metod je tensor voting. Tensor mizeme chapat
jako podobny objekt jako je vektor ¢i skalar. Tato metoda by se tedy dala volné prelozit jako
voleni vektoru. Tato metoda byla navrzena P. Mordohai a Gerardem Medioni. Tato technika ze
vstupnich obrazovych dat extrahuje nékteré vlastnosti. Diky tomuto jsou algoritmy vyuzivajici
tuto metodu pomérné rezistentni vic¢i chybnym vypoctim napf. kvili okolnim chybné
analyzovanym pixelm.

3.2 Vybrané algoritmy stereo korespondence

V této chvili bych se rad podrobnéji zamétil na, podle mého nazoru, jedny z
nejznaméjsich a nejbéznéji pouzivanych algoritmti pro vypocty stereo korespondence. Pfi
vybéru téchto algoritmii jsem zaméfil zejména na ty algoritmy, které jsem pozdéji zkousel
implementovat a optimalizovat pro vypocty GPGPU a mam s nimi tedy urcCité vlastni praktické
zkuSenosti.

3.2.1 Algoritmus SSD

Tento algoritmus je pravdépodobné jeden z nejznaméjSich algoritmd stereo
korespondence viibec. Casto je pro svou pomérn¢ snadnou implementaci také uvadén pro
nazorné pochopeni urcovani stereo korespondence.

DSSD:(Z): ( I(x+i,y+j) = L(x+i+d,, y+j+d,) )
i, j)eu
] Vzorec 3.2.2: Vzorec algoritmu SSD

Zakladni princip tohoto algoritmu je v tom, ze ohodnotime urcité (pfedem velikostné stanovengé)
okoli kolem referen¢niho pixelu dle jasovych slozek v referencnim obraze a stejné¢ ohodnoceni
ur¢itého okoli potom hledame v obraze druhém. Zptsob, jakym lze ohodnotit vySe zminéné
okoli referencniho pixelu je matematicky uvedeno viz Vzorec 3.2.2. Nejmensi hodnota Dsgp,
ktera ndm po analyze celého obrazu vyjde ndm oznacuje pravdépodobnou shodu vybranych
okoli v levém a pravém obrazu (viz Obr. 3.2.10) a jsme tedy schopni stanovit velikost disparity
pro referencni pixel (viz kapitola 2.2.1).

levy obraz (referenéni) pravy obraz

Dssd=4 Dssd =0

Obr. 3.2.10: Stanoveni hodnoty Dssp pro odlisna okénka ve stejném obraze
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Cely vzorec bych v tuto chvili podrobngji popsal. Klicové jsou zejména dva parametry i,j. Tyto
nam totiz urcuji velikosti prohledavaného okoli kolem referencniho pixelu se souradnicemi X,y
(dale budeme toto okoli oznacovat jako okénko). Poté co si na zacatku stanovime velikost
okénka, je vhodné jeSté vstupni barevné obrazy prevést do cCernobilych, jelikoz budeme
pracovat pouze s jasovou slozkou kazdého pixelu. Poté se jiz mizeme pustit do samotného
vyhledévani stereo korespondence. Pro plnost dodam, ze v tomto ptikladu je jako referencni
obraz bran levy vstupni obraz a ve vysvétleni jsem zamérn¢ vynechal jakékoliv mozné
optimalizace algoritmu.

Vzdy budeme prochazet pro kazdy referencni pixel v levém obraze vSechny pixely v obrazu
pravém(pfitom soufadnice kazdého takového referencniho pixelu jsou ve vzorci oznaceny
proménnymi Xx,y). Kolem takto stanoveného referencniho pixelu (v levém i pravém obraze) ted’
musime analyzovat urcity pocet sousednich pixeld v zavislosti na velikosti okna.

Analyza jednotlivych pixelt je poté provedena tak, Ze zjistime jasovou slozku pixelu (na
soufadnicich x+i,y+j) v levém obraze a od této hodnoty odeCteme jasovou slozku pixelu v
obraze pravém (na soufadnicich x+i+d,,y+j+d,). Vysledek poté umocnime cislem 2. Takto
projdeme vSechny pixely ve stanoveném okénku, a nakonec vSechny tyto vysledky
sumarizujeme.

Timto zpusobem mame stanovenu hodnotu Dssp pro referencéni pixel levého obrazu na
soufadnicich x,y k referencnimu pixelu v obrazu pravém. Postupné posouvame okénko v
pravém obraze déale (pomoci zvySovani hodnot dy,d,) a stanovujeme dal§i hodnoty Dgsp. AZ
projdeme vsechny pixely v pravém obraze, urCime, pro ktery pixel byla hodnota Dssp nejnizsi a
zde tedy bude shoda k pixelu (respektive okénka) v levém a pravém obrazu. Cely tento proces
dale opakujeme i pro vSechny pixely v levém obrazu.

Vyse jsem se zminil o ddlezitosti spravného zvoleni velikosti okénka. Pravé spravna volba
tohoto parametru je pro vyslednou kvalitu disparitni mapy klicova (viz Obr. 3.2.11). Na téchto
porovnanich je patrné, ze pii velice malém okénku je ve vysledné disparitni mapé patrné vetsi
mnozstvi pixell u kterych je chybné stanovena disparita, ovS§em oproti tomu je ostieji patrny
tvar objektl v obraze.

U vétsich okének je tomu naopak, chybné urcené pixely se eliminuji avSak vysledné tvary
objekti v obraze jiz nejsou tak ostré. Pfi nadmérné¢ velikosti okénka se ovSem znovu v
disparitni mapé objevuji chybn¢ uréené pixely (coz je dobie patrné u posledni disparitni mapy,
kde se jiz zacinaji objevovat bilé stopy, které naznacuji, Ze hodnota disparity nebyla vérohodna).

3x3px 11x11px 23x23px
Obr. 3.2.11: Rozdily v disparitni mapé pti odlisnych velikostech okénka
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Kromé spravné zvolené velikosti okénka se musime jeSté potykat s dal§im problémem, ktery
souvisi pravé s okénkem. Pfi prochazenim vsech pixeli v obrazech se ndm totiz u analyzy
referencnich pixelti umisténych na kraji obrazu stane to, Ze ¢ast okénka se nam dostane mimo
oblast obrazu. Nejsnaze toto lze vyfesit tak, ze jasy pixell, které jsou mimo obraz nastavime
podle jasové slozky nejblizsiho krajniho pixelu (viz Obr 3.2.12).

Jak spravné zvolenou velikost okénka tak i problém krajnich pixelii samoziejmée neni tieba fesit
pouze u algoritmu SSD, ale i u ostatnich podobnych algoritmt stereo korespondence (tedy
obecné u lokalnich metod).

bl | bl | b2

I

Ibi bl | b2
lt" b3
L

Obr 3.2.12: Reseni presahu okna
3.2.1.1 Algoritmus ZSSD

Algoritmus SSD je sice velice oblibeny, avSak ma nékteré pomérné veliké nedostatky.
Pokud se nam stane, ze se kuptikladu pravy obraz je nasnimany za malinko jinych podminek
nez obraz levy algoritmus SSD bude mit znatelné problémy s ur¢enim stereo korespondence.
Jelikoz porovnavame pouze jasové slozky pixeld v okénku bez jakékoliv dalsi vazby na okoli i
tteba opticky méné vyrazna zména jasu dovede algoritmu SSD vyrazné zhorsit rozpoznavaci
schopnosti.

V praktickém zivot¢ se do situaci, kdy je expozice levého a pravého obrazu odlisna se pfitom
dostavame velice Casto. A tak vznikl algoritmus ZSSD, ktery tuto slabou stranku klasického
SSD algoritmu eliminuje. Matematicky je popsan viz Vzorec 3.2.3. Jedinou zménou oproti
algoritmu SSD je pfidani &lena 7,(x,y), I, (x+d,, y+dy) , které ur€uji primérnou
hodnotu jasové slozky v uréeném okoli referen¢niho pixelu. Pfidanim téchto ¢lenti do vypoctu
se poméerné uspeésné daji eliminovat vySe zminéné problémy:.

Dasw=, 2 (17, (eti, y+ ) =1 (x, )= (xtitd  y+ j+d,)—L(x+d., y+d,)]]
i, )eu
] Vzorec 3.2.3: Vzorec algoritmu ZSSD

3.2.2 Algoritmus SAD

Druhym nejzndméjSim algoritmem stereo korespondence je pravé algoritmus SAD.
KdyzZ se podivame na matematicky zapis zpisobu vypocitani hodnot DSAD (viz Vzorec 3.2.4)
je prakticky totozni s pfedchozim druhem algoritmu SSD. Jediny rozdil je v tom, ze vypocteny
rozdil jasovych slozek neumociiujeme dvéma, ale stanovujeme absolutni hodnotu tohoto
rozdilu.

Dgp= 2, | I,(x+i,y+j) — L(x+i+d_y+j+d,) |

(i.j)eU
Vzorec 3.2.4: Vzorec algoritmu SAD
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Touto jednoduchou upravou docilime nizSich vypocetnich narokii celého algoritmu, avsak
kvalita vysledné disparitni mapy ztistane obdobna jako pti vyuziti SSD (viz Obr 3.2.13 ).

SAD algoritmus SSD algoritmus

Obr 3.2.13: Rozdilné disparitni mapy pfi uziti SAD a SSD algoritmu

3.2.2.1 Algoritmus ZSAD

Zékladni algoritmus SAD trpi stejnym nedostatkem jako pifedchozi SSD, tedy tim, ze pfi odlisné
hodnot¢ jasu u levého a pravého vstupniho obrazu nedokaze dobie vyhodnocovat stereo
korespondenci. Stejné tak i zde existuje podobné feseni tohoto problému jako v ptredchozim
ptipad¢. Pfidanim klicovych ¢lenil do vzorce tento problém eliminujeme (viz Vzorec 3.2.5).

DZSAD=( Z): |[Il(x+l’ y+.])_[1(x’ y)]_[l2(x+l+dx’ y+.]+dy)_[2(x+dx’ y+dy):||
i, j)eU
1 Vzorec 3.2.5: Vzorec algoritmu ZSAD

3.2.3 Algoritmus Census transform

Zatim jsme se bavili pouze o algoritmech, které pro své vypocty pristupuji pfimo k
jasovym slozkam jednotlivych pixeld bez toho, aby je jakkoliv pfed samotnym urcenim
disparity modifikovali. Algoritmus Census transform ovSem patii do skupiny algoritmi, které
pfimo s jasovou slozkou nepracuji, 1 kdyz ji ke své analyze taktéz potiebuji.

Tento algoritmus vyuziva tzv. ne-parametrické lokalni transformace, coz znamena, ze k
ur¢ovani disparity nevyuzije pfimo samotné hodnoty jasu jednotlivych pixelt v okénku, ale tyto
pixely sefadi podle referenc¢ni hodnoty urcitého pixelu v okénku (obycejné je to pixel umistény
uprostfed okénka). Ostatni pixely v obrazku se roztfiduji podle toho, jestli je konkrétni
zkoumany pixel (pfesnéji jeho jasova slozka) vetsi ¢i mensi nez vySe zminény pixel referenéni.

Z kazdého, takto prozkoumaného okénka ve vstupnich obrazech ndm vznikne bitovy fetézec,
ktery obsahuje 1 na téch mistech, kde byla jasovad hodnota konkrétniho pixelu vyssi nebo rovna
referen¢nimu centradlnimu pixelu a 0 tam, kde tomu bylo naopak viz Obr.3.2.14 (pixely jsou
analyzovany od levého horniho rohu k pravému dolnimu a X urcuje referencni pixel).
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Po tomto kroku ohodnoceni okénka pomoci bitového fetézce jiz jsme schopni porovnavat
jednotlivé okénka navzajem a urcovat disparitu obdobnym zplsobem jako tomu bylo u
predeslych algoritma.

Na prvni pohled se zda, Ze se jedna o idealni algoritmus, jelikoz fe$i nejvetsi potize algoritmt
uvedenych diive. OvS§em i tento algoritmus obsahuje jednu, pomérné zasadni slabinu.

Vzniké zde ptima zéavislost zvolené velikosti okénka s naroky na velikosti alokované paméti pro
proménnou, ve které ulozen bitovy fetézec. Pii velikosti okénka 3x3px nam vznika bitovy
fetézec o velikosti 2°, tedy 8 bitd, zatimco pokud zvétsime okénko o 2px potiebna velikost
alokované paméti pro bitovy fetézec se zvysi na 32 bit.[11]

Zatimco v pfipadech, kdy pouzijeme algoritmy SSD ¢i SAD jsme volili velikost okénka
zejména v zavislosti na vlastnostech vstupnich obrazl (jejich velikosti,...) v pfipadé vyuziti
Census transfom algoritmu musime prfi volbé velikosti okénka uvazovat i vySe uvedenou

vlastnost.
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Obr.3.2.14: Princip Census transform

Naproti tomu nabizi tento algoritmus mnoho vyhod. Nejvétsi z nich je mnohem vétsi robustnost
k méné idealnim vstupnim obrazovym datim. Zatimco u dfive uvedenych algoritmi nam
kupftikladu pfi zméné jasu mezi jednotlivymi vstupnimi obrazy vzrostla chybovost u analyzy
disparity,jelikoz i ne pfili§ velkou zménou hodnoty jasu se pomérn€¢ vyrazn¢ zmenila vysledna
hodnota ohodnoceni okénka, u tohoto algoritmu se zména neprojevi tak zasadné. Navic v
ptipad¢ pouziti tohoto algoritmu jsme schopni v obraze rozlisit kuptikladu jevy rotace a odrazu.

Existuji samoziejmé i modifikace tohoto zakladniho algoritmu, které jsou optimalizovany pro
konkrétni ulohy a poskytuji jest¢ daleko lepsi vysledky. Kuptikladu prace [12], kdy autofi
modifikovali stavajici algoritmus pro detekci tvati.
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4 Optimalizace algoritmt vyuzitim technologie CUDA

V predchozi kapitole jsme se prozatim zabyvali pouze vysvétlenim principt
nejvyuzivangjSich algoritm stereo korespondence. U vSech zminénych algoritml je na prvni
pohled zfejmé, Zze vypocetni naroky na analyzu obrazli scény jsou enormni. Kdyz si pro
pfedstavu vezmeme dnes béznou velikosti obrazku je nasnadé premyslet o optimalizacich
algoritmd.

Jiz v kapitole 2.1 jsem poukazoval na vyrazné rychlejsi vykonavani vypocetnich operaci v
pripadé pouziti grafickych procesorii misto klasickych CPU. Tento vyrazny fakt samoziejmé
neziistal bez odezvy samotnych vyrobci grafickych cipt, kteti pro své GPU zacali vyvijet
specialni architektury, které jsou schopny poskytnout vyvojairtim pfistup k vyvoji GPGPU
aplikaci. Mezi dnes nejznaméjsi vyrobce grafickych karet patfi bezesporu i firma NVIDIA,
ktera na poc¢atku roku 2007 ptedstavila svou nové vyvinutou architekturu znamou pod zkratkou
CUDA[13] a prav¢ o této technologii a o optimalizaci algoritmil s pomoci této architektury bych
se v nasledujici kapitole zabyval.

4.1 Zakladni rysy CUDA architektury a poZadavky na vyvoj

Vyvoj aplikaci na architektute CUDA si nelze piedstavit pouze v pieneseni vypocetnich
operaci z CPU na GPU. Tato architektura je zaloZena predevsim na paralelnim programovani a
tyto 2 véci, tedy vypocty provadéné ptimo na GPU a paralelni pfistup k feSeni uloh jsou prave
tou velice silnou strankou celého principu vyvoje aplikaci GPGPU.

(Device) Grid
Block (0, 0) Block (1, 0)
Shared Memory Shared Memory

Registers Registers Registers Registers

b t = I

Thread (0, 0)| Thread (1, 0)| | Thread (0, 0) | Thread (1, 0)

I 11 111

Global
Host ¢ pam i

Constant
+— Memory

Obr. 4.1.15: Model paméti CUDA architektury
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Charakteristikou vyvoje na CUDA architektufe je dale zejména to, Ze si musime vzdy uvédomit,
ze jakékoliv proménné, které hodlame vyuzivat pfi vypoctech na GPU (at’ jiz se jedna o
pomocné parametry ¢i samotna obrazova data) musime alokovat v paméti grafického procesoru
odlisSnym zpiisobem nez je tomu pii vyvoji klasickych aplikaci vyuZzivajicich pouze CPU.
S timto pfichazi ovSem i dalsi problémy, zejména tedy fakt, ze k datim alokovanym v prostiedi
GPU se nelze dostat z hostujiciho prostfedi jinym zpisobem, nez kopirovanim dat ptes specialni
funkce, které¢ CUDA poskytuje (napt. cudamemcpy).

Architektura paméti je podrobné&ji ukazana na Obr. 4.1.15. Jsou zde i osvétleny charakteristické
prvky paralelniho piistupu programovani (block,thread) o nichz se budu zminovat pozd¢ji v této
kapitole ovSem zdkladni princip modelu je dobife patrny i tak. Dilezité jsou piedevSim 2
zakladni bloky Host a Device.[3]

Blok Host oznacuje pamét, ktera je alokovana klasicky na CPU, zatimco blok Device vyznacuje
pamét’ alokovanou ptimo pro GPU. Je patrné, Ze z hostujiciho kddu se nelze dostat piimo na
sdilena data ¢i do registri, pouze pres globalni pamét'ovy blok nebo blok uréeny pro konstanty,
muizeme tedy data pouze premistovat z té€chto pristupnych pamétovych blokl. Z kodu, ktery je
psén piimo pro praci v GPU jsme zase naopak schopni zapisovat ¢i Cist z registri, i
pamétovych bloki urenych pro Device s jedinou vyjimkou a ta je v bloku paméti pro
konstanty, kde z Device kddu miizeme pouze Cist nikoliv zapisovat.

Konkrétné v programu k této praci ptrilozeném jsou tyto 2 rozdilné kody, které jsou ulozeny v
souboru typu .cu, ktery je pfimo pro praci na CUDA urcen (v tomto souboru jsou funkce, které
nemaji byt spoustény na Device vétSinou znaceny kliCovymi slovy ,,extern "C"* pied
samotnou deklaraci funkce), jest¢ obohaceny o obsluzny kod nacitani a tvorby obrazkli(obsluha
obrazki pomoci OpenCV), ktery je jiz uloZen v klasickém .cpp souboru ur¢eném pro jazyk C++
a z kterého posléze 1ze volat host funkce ze souboru .cu, které samoziejmé v sobé mohou volat i
funkce napsané pro Device.

Obecné se k oznaceni funkci podle toho na které strané¢ budou vykonavany slouZzi tzv. type
qualifiers[14], coz jsou kli¢ova slova uvedena pred samotnou deklaraci funkce. Celkem existuji
3 typy funkci, které jsou uvedeny nize.

Type Qualifiers pro funkce

__device__

Funkce oznacena timto kvalifikdtorem mize byt volana pouze z Device kodu. Samotna funkce
je poté spousténa na stran¢ Device.

__global

Tento typ funkce se vyskytuje pravé v pfiloZeném programu. Muze byt volana pouze z Host
kédu (v nasem pripadé je funkce volana z extern ""C" funkce) a vykonavana mtze byt pouze na
stran¢ Device. Volani této funkce je vykonavano asynchronné.

__host__

Posledni typ funkce je mozno volat pouze z Host kodu a je také na této strané vykonavan.
Oznaceni téchto typl funkci je mozno uvést timto kvalifikatorem, avSak pokud funkce neni
oznacena ani jednim z kvalifikatori automaticky je vykonavana praveé jako  host .
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Co se tyka ostatnich charakteristik vyvoje aplikaci s pomoci CUDA technologie (zejména tedy
paralelniho programovani) tyto bych dale vysvétlil pfimo na ptikladech optimalizace jiz dfive
popsanych algoritmil stereo korespondence.

Pii vyvoji aplikaci vyuzivajicich CUDA technologii musime samoziejm¢ spliiovat urcité
hardwarové i1 softwarové pozadavky. Vyvoj i nasazeni celé aplikace musi probihat na PC
vybaveném grafickou kartou podporujici CUDA technologii a musi mit nainstalovany specialni
ovladace. Podle pouzité grafické karty se také mize pomérn¢ zasadné¢ meénit vykon celé
aplikace, jelikoz odlisné typy GPU na podporovanych grafickych kartach maji jiné parametry.
Tyto rozdily se netykaji pouze celkového poctu tzv. cuda cores, které jsou zodpovédné za funkci
technologie, ale i odliSnou podporou nékterych vypocetnich funkci, a tak jsou karty podporujici
CUDA architekturu oznaCovany je$t¢ navic tzv. Compute Capapability indexem, ktery
umoziiuje snadnéjsi roztfidéni jednotlivych modelti podle jejich vykond pro CUDA (viz Tab
4.1.1).

V ptipadé této bakalaiské prace byla aplikace k ni pfilozena vyvijena a testovana na grafické
karté Nvidia GeForce 9600M GT (tedy jedna se o kartu pro laptopy), ktera disponuje celkem 32
cuda cores, s poctem 4 multiprocesori(MP) a patii dle své Compute Capability do kategorie 1.1.
[15] Tedy jeji omezeni je predevsim v niz§im poctu celkovych vlaken, které mizeme v 1 bloku
vyuzivat ¢i mensi velikosti CUDA array, které vyuzivame pro uloZeni obrazovych dat.

technické specifikace m | - CTmPUﬂ: .(;apabil‘ity - -
max. poCet viaken na 1blok 512 1024
max. rozmér 1 bloku (vose xnebo y) 512 1024
max. rozmér 1 bloku (vose 2) 64
pocet registrd (32b) na MP 8000 16000 32000
max. velikost sdilené paméti na MP 16 KB 48 KB
velikost lokalni paméti pro 1 vidkno 16 KB 512 KB
max. Sitka CUDA array (1D) 8192 32768
max. rozméry CUDA array (2D) 65536 x 32768 65536x65536

Tab 4.1.1: Vybrané technické specifikace grafickych karet (dle jejich CC)

4.2 Manipulace s obrazovymi daty pro praci na GPU

Prvnim krokem, ktery je nutny k tomu, abychom byly schopni optimalizovat vybrané
algoritmy stereo korespondence s vyuZzitim architektury CUDA je spravné nahrat data vstupnich
obrazli do takovych datovych typt, se kterymi dokdze CUDA spravné pracovat. Timto datovym
typem je cudaArray, coZ je specialni pole, které nam uchovava vSechny potfebné informace o
obrazech. Toto pole miZze byt jak 2D tak i 3D, ovSem pro funkci v naSem programu budeme
vyuzivat pouze klasické 2 dimenzionalni pole. Z tohoto datového typu jsme potom schopni
vyextrahovat tzv. texture, pomoci které jiz jsme schopni kupiikladu pfistupovat k jasové slozce
kazdého pixelu v obraze.

Jak jiz jsem na pocatku této kapitoly zminoval, v pfipadé prace s paméti na strané Device
musime vsSechny tyto vySe uvedené proménné specialn¢ inicializovat pravé v paméti GPU.
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Misto v paméti pro jednoduché datové typy (at’ jiz se bude jednat o jednoduché proménné ¢i
klasické pole) 1ze alokovat pomoci nize uvedené funkce (Kod 4.2.1).

cudaMalloc (void **devPtr, size_t size)

Kod 4.2.1: Alokace linearniho bloku paméti v CUDA

Tato funkce alokuje urcity blok linearni paméti o velikosti size (v bytech) a ukazatel, ktery
funkci pfedavame jako prvni parametr devPtr nastavi tak, aby tuto alokovanou pamét
indikoval. Tuto alokaci je vhodné pouzivat pro jakékoliv datové typy, se kterymi budeme chtit
pracovat v Device kodu, kromé samotného typu cudaArray, ktery alokujeme za pouziti mirn¢
odlisné funkce cudaMallocArray (viz Kod 4.2.2).

Nejprve je nutno nastavit format vstupnich obrazovych dat, tedy format v jakém budou
jednotliva data v obraze ukladana do paméti. V tomto pfipadé¢ je vhodné zvolit unsigned char.
Poté je jiz mozno zavolat alokaci paméti podle vyse zminéné funkce. Znovu jako v prvnim
zpisobu alokace paméti jako prvni parametr je uveden ukazatel, ktery na alokovanou pamét’
bude odkazovat, dalsi je jiz zminény format dat a samoziejme Sitka a vyska obrazu, pro ktery
tuto pamét’ alokujeme. Jelikoz v tomto piipadé alokujeme pole, neni nutno uvadét velikost
pameéti v bytech, ale staci pouze uvést rozmeéry pole (podle kterého se velikost dopocitd).

cudaChannelFormatDesc U8Tex = cudaCreateChannelDesc<unsigned char>();

cudaMallocArray(&cudalmage, &U8Tex, width, height);

Kod 4.2.2: Alokace paméti v CUDA pro pole obrazovych dat

Timto zplisobem je tedy provedena alokace paméti pro Device kod. Jak jiz bylo uvedeno v
kapitole 4.1, je nutné si uvédomit, ze k datim ulozenym v takto alokované paméti se 1ze dostat
pouze z funkci, které jsou uréeny k tomu, aby byly vykonavany na strané Device.

Po alokaci je jiz mozné datové struktury naplnit poZzadovanymi vstupnimi obrazovymi daty a
ziskat z nich potfebné informace o kazdém pixelu. Vyuzit musime znovu specidlni funkce pro
kopirovani dat, jelikoz datovou strukturu mame alokovanou v ¢asti Device, ale obrazova data
ziskavame v klasickém Host kodu. CUDA pro tyto ucely disponuje 2 hlavnimi typy funkci.

Prvni funkci je cudaMemcpy, ktera urena pro kopirovani klasickych linearnich blokl paméti,
tedy v nasem programu zejména obsuznych proménnych a poli. Pro kopirovani poli typu
cudaArray jsou ovSem urCeny funkce cudaMemcpyToArray a cudaMemcpyFromArray, které
jsou chopny efektivné kopirovat celé pole obrazovych dat. Tyto 2 zakladni druhy funkci maji
navic své specialni druhy, ovSem pro nase ucely jsem vyuzival zejména tyto hlavni.

Pomoci vySe uvedenych specialnich funkci, kterymi CUDA disponuje jsme tedy schopni
efektivné manipulovat se vstupnimi obrazovymi daty pfimo s vyuzitim GPU. Nize (Kod 4.2.3)
je uveden ptiklad, jak lze pfistupovat k samotnym jasovym slozkam kazdého pixelu v
obraze.Neprve je nutné nakopirovat obrazova data (zde jsou reprezentovana ukazatelem
imageData) do cudaArray pole (cudalmage), které je inicializovano v paméti Device.

Zde je jen nutno dodat, Ze tyto data jsou ve formatu, kdy kazdy pixel ma pouze jasovou slozku,
tedy jedna se o Cernobily obrazek s 1 kanalem. Po tspé€Sném nakopirovani vSech dat jiz jsme
shopni pomoci specialniho typu texture pristupovat k jednotlivym pixelim obrazu. Tento typ
texture ziskdme piimo z cudaArray pomoci funkce cudaBindTextureToArray.
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K jednotlivym pixelim a jejich jasovym sloZzkdm se nakoc Ize dostat pomoci funkce tex2D,
ktera nam z texture urcitého obrazku vrati informace o jasové slozce pixelu na soufadnicich x,y.
Tato funkce je ovSem piistupna pouze z Device kddu, volani odkudkoliv jinud z programu neni
mozné opét z diivodu, ze texture, potazmo celé cudaArray je alokovano pouze v paméti Device.

texture<unsigned char, 2, cudaReadModeNormalizedFloat> imgTex;

cudaMemcpyToArray( cudalmage,0,0,imageData,width*height*sizeof(unsignedchar),
cudaMemcpyHostToDevice);
imgTex.filterMode = cudaFilterModelLinear;

cudaBindTextureToArray(imgTex, cudalmage);

/Inasledujici funkci tex2D lze spoustet pouze z Device kodu

tex2D(imgTex,x,y)

Koéd 4.2.3: Piistup k obrazovym datim pro ur€ity pixel

4.3 Zefektivnéni algoritmu stereo korespondence

Jednou z velice uZziteCnych vlastnosti pii praci s CUDA architekturou je moznost vyuziti
paralelniho programovani, které nam umozni znaéné zefektivnit vykonavani narocnych
vypocetnich operaci nad obrazovymi daty. Navic jesté efektivnéjsi vykonani mizeme docilit pfi
pouziti dalSich optimalizacnich technik (zejména tedy vyuziti tzv. floating window).Diky tomu
jsme schopni vysledné urceni stereo korespondence provadét v pfijatelnych ¢asech nejen pro
mala vstupni data, ale i pro ty mohutng&jsi.

4.3.1 Rozdéleni obrazovych dat pro paralelni zpracovani

Pro vyuziti paralelniho zpracovavani jednotlivych vypocti nutnych k uréeni disparitnich
hodnot je potfebné nejprve vstupni obrazova data vhodné rozdélit tak, aby bylo mozno
vykonavat vypocetni operace co mozna nejefektivnéji. Technika rozdéleni téchto dat je spolecna
pro vSechny 3 typy algoritmi stereo korespondence, které jsem ve své praci implementoval.

V prostiedi architektury CUDA je takovéto zpracovavani obrazu dobie podporovano. Samotné
funkce, které maji byt spoustény na stran¢ Device (tedy kupiikladu  global  funkce) jsou
navrzeny zpusobem, ktery predpoklada volani téchto druhd funkci vicevlaknové. Pti volani
takovychto funkci tedy musime kromé samotnych parametrti funkce piedavat i specialni datové
typy, ve kterych uvadime, jak mnozstvi vlaken, které pro zpracovani budou vyuzity ¢i velikost
sdilenych parametrti, tak i tzv. miizku (grid), diky niz jsme schopni obrazova data rozdélit.

Nam jiz tedy jen zbyva nalézt zptsob, jakym obrazova data rozdélit do jednotlivych sektori tak,
aby je mohli vlakna zpracovavat paralelné¢ a algoritmus probihal co nejefektivnéji. Zptsob
rozdéleni, ktery je pouzity v aplikaci ptilozené k této praci je nastinén na Obr. 4.3.16. Jedna se
o princip rozdéleni, ktery je publikovan v praci [4], kde aplikovan na algoritmus SSD, avSak
jeho pouziti je v hodné i pro algoritmy SAD nebo Census transform.
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Obr. 4.3.16: Rozdéleni obrazu dle miizky

Princip tohoto rozdé€leni spocivd v tom, Ze si nejprve stanovime, kolik vlaken bude nas
algoritmus pfi vykonavani vyuzivat a tim rozde€lime obraz vertikdlné. V oficidlnich
dokumentech, které Nvidia vydala je uvadéno, ze by mél tento pocet byt minimalné 32 (pfitom
by mél byt vZzdy nasobkem 32). Pii urCeni spravné hodnoty poctu spolupracujicich vlaken hraje
samoziejme i roli hardware, na kterém je program spoustén. V ptipad¢ grafickych karet 8 série
se jako optimalni uvadi pocet 64 az 128, v naSem pfipad¢ jsme program spoustéli na karté 9
série a nejoptimalnéjsi pocet vlaken se jevil pravé 128. Pro ukazkovy ptiklad na obrazku je
ovsem tento pocet stanoven na 4.

Z obrazku je patrné to, ze kazdé vlakno zpracovava jednotlivy sloupec pixelti v obrazku, pro
ktery je vytvoieno. Neni ov§em vhodné, aby kazdé vldkno zpracovavalo vSechny tadky pixelt
ve svém sloupci. Proto musime jesté¢ k poc¢tu vlaken stanovit pocet fadku, které bude kazdé
vlakno zpracovavat (timto rozdélime obraz horizontaln€). Pocet téchto tadkil je v tomto
ukazkovém obrazku roven 2.

Diky tomuto rozdéleni jsme poté schopni paralelné vykonavat jednotlivé vypocty s tim, ze pfi
volani funkce (typu  global ), ktera bude zpracovavat obrazova data jen pfedame parametry
s velikosti miizky a poctu vldken (viz Kod 4.3.4). CUDA pfitom sama spravuje paralelni ptistup

7w

takze, sama tidi to, aby byla funkce volana pro kazdé vlakno ve vSech blocich miizky.

dim3 grid(1,1,1); /linicializace promennych grid,threads datoveho typu dim3
dim3 threads(1,1,1);
SHARED_MEM_SIZE /Ivelikost sdilene pameti na kterou mohou pristupovat vilakna v bloku

threads.x = BLOCK_W; //v nasem pripade pocet vlaken=4

threads.y = 1; /lvlakna jsou pouze 1 rozmerna
grid.x = divUp(width, BLOCK_W);//stanoveni rozmeru mrizky width,height rozmery obrazu
grid.y = divUp(height,ROWSperTHREAD);// funkce divUp deli a zaokrouhluje nahoru

/lvolani funkce typu global__

stereoKernel<<<grid,threads,SHARED_MEM_SIZE>>>(--dalsi_potrebne_parametry--)

Kod 4.3.4: Rozdéleni vstupniho obrazu na jednotlivé bloky mfizky
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4.3.2 Princip vypoctu disparity v pripadé paralelniho zpracovani

Poté, co jsme si obrazova data rozdélili do vice blokli takovym zplisobem, abychom co
nejefektivnéji vyuzili paralelni zpracovani jsme schopni jednotlivé bloky analyzovat. Princip
analyzy kazdého bloku bude spocivat v tom, ze kazdé vlakno, které v bloku b&zi analyzuje
pridéleny sloupec a vypocitava pro né€j hodnoty, které jsou pozde€ji nutné k urceni disparity.

U urCovani disparity jiz neplati, ze princip je totozny pro vSechny 3 algoritmy, které v programu
vyuzivam. Pro algoritmy SSD a SAD je princip stejny, jelikoz odlisny je u nich pouze zptisob
vypoctu koneéné hodnoty disparity pro kazdy pixel, ale v ptipadé algoritmu Census transform
jsou odlisnd i data, ktera porovnavam (viz kapitola 3.2.3). Proto je nutné princip vypoctu
disparity vysvétlovat pro tyto algoritmy odd¢€len¢.

4.3.2.1 Princip vypoctu pro algoritmy SSD a SAD

V ptipadé algoritmu SSD ¢i SAD je princip analyzy jednotlivych pixeli v bloku
zobrazen na Obr. 4.3.17. Pro kazdy blok mame pfistupny urceny pocet vlaken, které se staraji o
provedeni vypoctu pro jednotlivé sloupce v bloku. Pro tplnost je nutno dodat, ze tento ptiklad je
vytvoren pro okénko velikosti 3x3px.

Nejprve je nutné, aby kazdé vlakno bylo schopno vypocitat, ktery pixel je pro néj referencni (v
obrazku pro t, je to Xy). Toto lze snadno urcit, pokud zname soutadnice bloku v miizce a index
konkrétniho vlakna. Vse Ize ve funkci vykonavané na stran¢ Device ( funkce typu_ global )
zjistit viz Kod 4.3.5.

Pokud jiz zname soufadnice referen¢niho pixelu posuneme tyto soutfadnice tak, abychom se
dostali na prvni sloupec okénka. Vldkno posléze zjisti hodnotu jasu pixelu v levém (a poté i
pravém) obraze a provede vypocet (dle SSD nebo SAD). Vysledek této operace poté ulozi do
sdilené paméti na pozici dle svého indexu. Kazdé vlakno potom stejnou operaci provede i pro
zbylé pixely ve sloupci, takze nakonec ve sdilené paméti bude vypocétend hodnota disparity pro
cely sloupec.

w0 un B
t0 Xt
t0
T
Do sdilend pamét

Obr. 4.3.17: Urceni disparity v bloku

Mrwe

vlaken bude muset vykonavat vypocty 2x (konkrétné to budou vSechny vlakna, které maji svj
index mensi nez velikost okénka-1), takze kuptikladu vldkno O bude analyzovat sloupec
vyznaceny na obrazku a navic sloupec, ktery obsahuje referencni pixel vlakna 3.
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x=(blockldx.x*BLOCK_W + threadldx.x) //BLOCK_W je pocet vliaken

y=(blockldx.y*pocetRadku) //pomoci blockldx a threadldx zjistime souradnice
Ko6d 4.3.5: Urceni soutadnic referencniho pixelu

Po vykonani tohoto postupu je nutné jesté vlakna synchronizovat, abychom si byly jisti, Ze
vsechna data byla dopocitana nez se presuneme k finalnimu urceni disparity pro kazdy pixel.
Tento findlni vypocet jiz budeme provadét z dat, které jsou ulozeny ve sdilené paméti. Zde opét
vyuzijeme vlaken a to tim zptisobem, ze kazdé vlakno bude prochazet n prvka (kde n=velikost
okénka) od prvku s indexem, ktery je stejny jako index vladkna a hodnoty téchto prvki secte.
Timto zpiisobem kazdé vlakno vypocita hodnotu disparity pro referen¢ni pixel v obraze.

4.3.2.2 Princip vypoctu pro algoritmus Census transform

Zékladni princip tohoto algoritmu, je naprosto stejny, jako v ptipadé vyse uvedenych
algoritmitl. Algoritmus Census transform je rozdilny az v samotné analyze jednotlivych pixelt.

Zatimco v predchozich pfipadech stacilo pouze vyhodnotit samotné jasové slozky pixeld z
levého a pravého obrazu a jejich rozdily pfimo vyuzivat v tomto ptipadé musime nejprve kazdy
pixel v bloku levého obrazu porovnavat s uréenym referenénim pixelem, poté stejnym
zpisobem porovnavat pixely v pravém obraze a teprve nakonec vyhodnocovat, jestli jsou
analyzované pixely shodné ¢i nikoliv (viz Kod 4.3.6).

if( leftimage(x,y) < leftimage(xref,yref) left=false; /lIfunkce leftimage,rightimage
else left=true; /Ipro nazornost nahrazuji klasicke
if( rightlmage(x,y) < rightlmage(xref,yref) right=false; //funkce tex2d

else right true;

if(left-right != 0) sdilenaPamet[thread.idx]+=1;

Kéd 4.3.6: Princip vypoctu disparity s pouzitim Census transform

Jak je tedy ze zdrojového kodu patrné, pti optimalizovaném algoritmu se jiz neni tfeba zaobirat
samotnym sestavenim bitového feté¢zce pro kazdé okénko a ndsledné porovnavani téchto
bitovych fetézcl s ostatnimi, ale pfimo pro kazdy sloupec vypocitava, kolik pixelt v levém
obraze ma jiny vysledek nez v obraze pravém.

4.3.3 Znovuvyuziti jiz jednou vypoétenych hodnot

Pfi pouziti algoritmi SSD nebo SAD je na prvni pohled patrné, ze jakmile posuneme
okénko o 1 pixel doli vétSina hodnot, které pifi novém vypoctu budeme potiebovat jiz je
vypocitana z predchoziho kroku a je uloZena ve sdilené paméti. Kdyz se podivame na Obr.
4.3.17, jediné co je potteba, pokud posunu referencni pixel o 1px smérem doll je odecist ze
sdilené paméti na ur¢ené pozici hodnotu disparity prvniho pixelu v prvnim sloupci okénka a
misto né¢j pric¢ist hodnotu 4. pixelu v prvnim sloupci okénka.

Vysledkem je tedy to, ze namisto analyzy 3 pixelii v obraze analyzuji pouze 1 novy a 1 ptivodni
odecitam. Tato uspora se nemusi jevit na prvni pohled dilezita, ovSem pokud timto zpiisobem
usetfime v kazdém sloupci obrazu dopad na vykon nemusi byt zanedbatelny.
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5 Porovnani uspésnosti jednotlivych algoritmu

Pro vysledné porovnani usp&snosti vySe uvedenych algoritmti stereo korespondence
jsem zvolil testovani za pomoci online dostupné aplikace[16] vyvijené pod zastitou univerzity
Middlebury. Hlavnim diivodem této volby je pfedev§im moznost, posoudit tispésnost vlastnich
algoritmi s algoritmy jinych vyvojari, ktefi v této webové aplikaci sdili své vysledky s
ostatnimi.

Tato webova aplikace poskytuje testovaci obrazova data, pro které je nutné za pomoci vlastnich
algoritmli vytvofit disparitni mapy a ty posléze analyzovat s referencnimi disparitnimi mapami.
O samotnou analyzu disparitnich map se poté stara jiz interni algoritmus aplikace, ktery funguje
na principu porovnavani jednotlivych pixeld obou disparitnich map a vyhodnocovani, zda jsou
pixely oznaceny za shodné ¢i nikoliv. Na toto vyhodnocovani ma pfitom vliv nastavena
povolena odchylka jasu jednotlivych pixelt (v piipadé vSech nize uvedenych méfeni byla
nastavena odchylka na 1.0).

Nize uvedené vysledky jsou rozdeleny dle vyuzitych algoritmi, pficemz pro kazdy algoritmus
byly pro kazdou scénu provedeny celkem 4 testy s rozdilnou velikosti okénka pro analyzu
kazdého pixelu.

Dtlezitym parametrem, ktery je zde jeSté nutno zminit je velikost testovacich obrazi, jelikoz
pfimo souvisi s vyslednymi uspéSnostmi vSech algoritmti. U scén Cones a Teddy byla velikost
obrazu 450x375px, u scény Tsukuba byla velikost 384x288px a u scény Venus 434x384px.

5.1 Uspésnost algoritmu SSD

Tvvr

uréena Tsukuba scéna. Co se tyka vhodné velikosti okénka pro analyzu disparity, nejlepsi
vysledky algoritmus poskytovat pii 7x7px.

Algoritmus SSD se podatilo optimalizovat pomoci CUDA architektury pomerné Gspésné a tak i
vysledné Casy potiebné k provedeni slozitych vypocti jsou velice malé.

) chybné pixely pro jednotlivé scény[%] . L
okénko[px] p.Cas vypoctu[cpu clocks]
cones teddy tsukuba venus
3x3 43,0 41,5 19,7 29,4 47
5x5 31,5 34,3 16,7 22,6 47
7 27,9 32,1 16,9 20,8 62
11x11 27,6 33,0 19,5 20,6 63

Tab 5.1.2: Uspésnost tvorby disparitnich map s vyuzitim SSD algoritmu
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5.2 Uspésnost algoritmu SAD

Obr. 5.1.18: Scéna Tsukub

1
| .

a pii zveétsujicich se velikostech okénka (algoritmu SSD)

Vysledky Gspés$nosti pii vyuziti algoritmu SAD byly velice podobné jako tomu bylo u
piedchoziho typu algoritmu. Jelikoz jediny rozdil, ktery mezi algoritmy SSD a SAD je je pouze
ve finalnim vypoctu ohodnoceni konkrétniho pixelu (viz kapitola 3.2.2), ktery je vypocetné

wervr

vypoctu disparity. Tento ocekavany vysledek se také po provedeni testu objevil (viz) a to

zejména u analyzy s vétsi velikosti okénka.

I v ptipad€ pouziti algoritmu SAD se nejkvalitnéjsi disparitni mapa vytvoftila ze scény Tsukuba,
ovSem rozdil byl v optimalni hodnoté okénka, ktera v pfipadé tohoto algoritmu byla 11x11px.
Se zvysujici se velikosti okénka nad tuto hodnotu ovSem jiz GspéSnost opet pomérné strmé
klesala, a proto se vét§i hodnoty okénka jiz v tabulce neobjevuji.

) chybné pixely pro jednotlivé scény[%] . L
okénko[px] p.Cas vypoctu[cpu clocks]
cones teddy tsukuba venus
3x3 47,0 43,4 19,5 30,1 47
5x5 35,4 35,4 15,4 22,8 62
<7 30,7 32,6 14,6 20,2 62
11x11 27,5 31,8 15,9 19,4 78

Tab 5.2.3: Uspésnost tvorby disparitnich map s vyuzitim SAD algoritmu
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S
Obr. 5.2.19:Scéna Tsukub.

5.3 Uspésnost algoritmu Census transform

a pti zvetSyjicich se velikostech okénka (algoritmu SAD)

V piipadé posledniho implementovaného algoritmu stereo korespondence byla vysledna
uspésnost jiz pomérné odlisna, nez tomu bylo v predchozich 2 ptipadech. U ptedchozich
algoritmi sice platilo, Ze s postupné zvétSujici se velikosti okénka se snizuje chybovost
jednotlivych pixelt (az do kritické velikosti, po které znovu chybovost vzrista), ov§em rozdil v
chybovosti nejmensiho a nejvétsiho okénka byl nejznatelnéj§i pravé pii vyuziti algoritmu
Census transform. V pfipad¢ scény Tsukuba dokonce chybovost pfi urCovéani disparity u
jednotlivych pixeli klesla z témét 75% na 35%.

U tohoto algoritmu se ukazala velikost okénka 3x3px jako naprosto nevyhovujici, naopak jako
nejoptimalnéjsi je jevila opét velikost okénka 11x11px. Nejkvalitn€j$i disparitni mapa byla
vytvofena ze scény venus.

) chybné pixely pro jednotlivé scény[%] . L.
okénko[px] p.¢as vypoctu[cpu clocks]
cones teddy tsukuba venus
3x3 69,5 74,6 54,6 55,7 93
5x5 38.5 50,2 35,3 36,6 124
7 29,3 40,5 28,8 27,2 172
11x11 27,7 35,3 23,8 20,7 265

Tab 5.3.4: Uspé&snost tvorby disparitnich map s vyuzitim Census transform algoritmu
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V ¢em ovSem algoritmus Census transfom oproti pfedchozim pomérné zasadné zaostava je
rychlost analyzy stereo korespondence. Jelikoz v ptipadé€ tohoto algoritmu nebylo mozno vyuZzit
nekteré optimalizacni nastroje (napf. floating window) vykonavani algoritmil se zpomalilo, coz
se za¢ne projevovat prave v pripade pouziti vétsi velikosti okénka.

.'} .l 5 ;;.__'.J.___ .
Obr. 5.3.20: Scéna Ts

5.4 Vysledné zhodnoceni vsech algoritmu

V ptipadé zprimerovani vysledkti zhodnoceni ze vSech scén a uréeni primeérného poctu
chybovych pixeld v procentech se jako nejuspe€snéjsi algoritmus stereo korespondence jevi
algoritmus SSD a naopak nejméné kvalitni algoritmus Census transform. Tato skutecnost
(zejména tedy Spatny vysledek Census transform) je ovSem ovlivnéna faktem, Ze algoritmus
Census transform dosahoval lepsich vysledkti az pii vétSich rozmérech okénka, tedy
kdybychom méfili uspésnost v ptipade€ jiného vzorku velikosti okének vysledek by to zménilo.

R chybné pixely pro jednotlivé scény[%]
3x3 5x5 X7 11x11
SSD 33,4 26,3 24,4 25,2
SAD 35,0 27,3 24,5 23,7
Census t. 63,6 40,2 31,5 26,9

Tab 5.4.5: Vysledné uspésnosti vSech algoritmu stereo korespondence
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6 Zaver

Cilem této bakalaiské prace bylo zejména seznameni se s principy zpracovani
obrazovych dat, jejich vyuziti pti analyze stereo korespondence a nasledném vyuziti paralelniho
ptistupu k feSeni vypocetné narocnych uloh s vyuzitim architektury CUDA. Diky této praci
jsem nejen ziskal vetsi znalosti o problematice tvorby disparitnich map, které jsou nedilnou
soucasti pfi samotné rekonstrukci 3D scén, ale také jsem se prakticky seznamil s problematikou
vyvoje aplikaci vyuzivajicich vypocetnich vykond grafickych procesorti. Moznost prakticky se
seznamit s takovym zpiisobem vyvoje aplikaci pro mne byla velice pfinosna, jelikoz piipady,
kdy lIze tento zplisob optimalizace programtl se nevyskytuji pouze v aplikacich, které manipuluji
s obrazovymi daty.

Co se tyka samotného vyvoje algoritmli stereo korespondence optimalizovanych s vyuzitim
architektury CUDA, pro néj jsem nakonec zvolil algoritmy SSD,SAD a Census transform.
Samotna optimalizace probihala nejlépe pravé u prvnich dvou zminénych algoritmi, coz se
samoziejme také v kone¢ném vysledku projevilo na Uspé$nosti téchto algoritmd v ptipadé
tvorby disparitnich map. U algoritmu Census transform bylo nejvét§sim problémem zvolit
spravnou strategii rozlozeni obrazovych dat k pozd&jsimu paralelnimu pfistupu. Nakonec se
jako nejlepsi feseni ukazalo upustit od samotné tvorby bitovych fetézcii a jejich nasledného
porovnavani a zvolit pfistup obdobny, jako tomu bylo u algoritmft SSD a SAD, tedy rozdélit
vstupni obrazy do jednotlivych blokti a pixely pak zpracovavat po sloupcich. Vysledna kvalita
disparitnich map v piipad€¢ pouziti Census transfom algoritmu byla ovSem uspokojiva az pfi
vétsich velikostech okénka, coz mélo ale vliv na celkovou vypocetni naro¢nost a tak tento
algoritmus ve vyslednych testech neuspél tak, jako vySe zminéné algoritmy.

Moznosti dalSich optimalizaci algoritmt s vyuzitim technologie CUDA jsou ovSem stale veliké.
Co se tyka algoritmt typu SSD ¢i SAD tak jsou optimalizace provedeny uz ted’ na velice vysoké
urovni, ovSem u algoritmu Census transform je moznost vylepSovani, a to pfedev§im techniky
rozdg€leni vstupnich dat do takovych oblasti, které poskytnou daleko lepsi paralelismus nez v
ptipadé uziti vySe zminéného piistupu. Taktéz je moznost dale optimalizovat algoritmus Census
transform tak, aby se snazil vyuzivat jiz analyzované hodnoty pixelti obdobné, jako to provadéji
algoritmy SSD a SAD. Naptiklad pokud by se implementovala upravena forma floating window
tak, aby algoritmus zkoumal, jestli je novy referenc¢ni pixel totozny jako pixel ptedchozi,
vypoctené hodnoty z prvniho kroku by bylo mozno zachovat. Jaky vliv to ovSem bude mit na
celkovy vykon celé aplikace, to je nutno jest¢ dikladn¢ analyzovat.
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