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Resumo

Conhecer a localização subcelular de um dado produto génico (i.e., onde

a proteína codi�cada pelo gene está localizada) é particularmente impor-

tante para a anotação funcional das proteínas. Para lidar com o aumento

exponencial do número de proteínas descobertas recentemente, foram desen-

volvidos métodos computacionais capazes de prever a localização subcelular

de proteínas. Uma vez que as proteínas localizadas em determinados com-

partimentos intracelulares possuem características em comum, os algoritmos

de aprendizagem automática podem ser úteis para essa previsão.

O objectivo principal deste estudo foi prever a localização subcelular de pro-

teínas codi�cadas por 800 genes humanos envolvidos no tráfego da CFTR

(regulador de condutância transmembranar de �brose quística), uma pro-

teína que, quando mutada, causa a doença genética Fibrose Quística.

Neste projecto foram analisados os resultados de diferentes algoritmos de

classi�cação disponíveis no MEKA, assim como diferentes métodos de cons-

trução de vectores representativos de proteínas. Por um lado, estes vectores

foram construídos seguindo duas abordagens baseadas em Gene Ontology

(GO): (1) valor 1-0 (presença ou ausência do termo GO) e (2) frequência

dos termos GO. Por outro lado, foram consideradas três dimensões distin-

tas dos vectores - 10165-D (todos os termos GO distintos para as proteínas

em estudo), 429-D (termos GO essenciais obtidos pelo classi�cador mEN)

e 87-D (termos GO essenciais obtidos pelo classi�cador mLASSO). Após

a extracção dos termos GO e construção dos vectores representativos das

proteínas, a localização subcelular das proteínas foi prevista através de três

métodos de transformação do problema - Binary Relevance (BR), Classi�er

Chain (CC) e Label Cardinality (LC) - juntamente com três classi�cadores

single-label - SMO, PART e J48. Estes classi�cadores foram avaliados atra-

vés dos métodos 10-fold cross-validation e Leave-one-out cross-validation.

Os sete melhores modelos de previsão criados pelo MEKA atingiram uma



taxa global de sucesso entre 69,2 e 72,3% (overall actual accuracy) e 76,1 e

80,3% (overall locative accuracy).

Palavras Chave: Aprendizagem Automática, Localização Subcelular de

Proteínas, Gene Ontology (GO), MEKA, Métodos de Transformação do

Problema



Abstract

To know the subcellular localization of a given gene product (i.e., where the

protein codi�ed by the gene is located) is particularly helpful to the func-

tional annotation of proteins. In order to better deal with the exponential

increase of newly discovered proteins, several computational methods, ca-

pable of predicting proteins' subcellular localization, were developed. Since

proteins located in particular intracellular compartments share certain com-

mon features, Machine Learning (ML) algorithms are useful to predict it.

The goal of this study was to predict the subcellular localization of proteins

encoded by 800 human genes involved in CFTR (cystic �brosis transmem-

brane conductance regulator) tra�c, a protein that, when mutated, causes

Cystic Fibrosis, a genetic disease.

On this project we analyzed di�erent classi�cation algorithms available in

MEKA, as well as di�erent methods of construction of vectors representa-

tive of proteins. On one hand, the vectors were built following two appro-

aches based on Gene Ontology (GO): (1) 1-0 Value (presence or absence of

GO terms) and (2) term-frequency (number of occurences of individual go

terms). On the other hand, three di�erent dimensions of the vectors were

considered: 10165-D (all distinct GO terms), 429-D (essencial GO terms se-

lected by mEN classi�er) and 87-D (essencial GO terms selected by mLASSO

classi�er). After extracting the GO terms and building the vectors, the sub-

cellular localization of proteins was predicted using three methods of pro-

blem transformation - Binary Relevance (BR), Classi�er Chain (CC) and

Label Cardinality (LC) � along with three single-label classi�ers - SMO,

PART and J48. These classi�ers were evaluated by the methods of the

10-fold cross-validation and Leave-one-out cross-validation. The seven best

predictive models created by MEKA achieved an overall success rate between

69.2 and 72.3% (overall actual accuracy) and between 76.1 and 80.3% (ove-

rall locative accuracy).
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Capítulo 1

Introdução

A célula é a unidade básica e estrutural de todos os organismos vivos e é capaz de

crescer e de reproduzir-se de forma independente. Um ser humano adulto é composto

por aproximadamente 1014 células [4] e cada célula contém cerca de 109 moléculas

proteicas localizadas em diferentes compartimentos ou organelos celulares [5].

As proteínas, que são macromoléculas biológicas essenciais para todos os organismos,

possuem uma grande variedade de funções biológicas e participam em praticamente to-

dos os processos celulares: servem como componentes estruturais de células e tecidos;

participam no transporte e armazenamento de pequenas moléculas (e.g. transporte de

oxigénio pela hemoglobina); transmitem informações entre as células (e.g. hormonas) e

contribuem na protecção contra infecções (e.g. anticorpos) [6]. No entanto, a proprie-

dade fundamental das proteínas é a sua habilidade de actuar como enzimas, catalisando

praticamente todas as reacções dos sistemas biológicos [6, 7].

A maioria das actividades biológicas realizadas pelas proteínas ocorre nos organe-

los. Estes são componentes celulares ou localizações subcelulares dentro da célula que

possuem funções especí�cas [7]. Por exemplo, o núcleo celular, que contém a maior

parte do material genético (DNA), é responsável pelo controlo das actividades da célula

através da regulação da expressão génica; a membrana celular ou plasmática, que separa

o ambiente intracelular do espaço extracelular, tem a função de revestir e proteger a

célula, possuindo uma permeabilidade selectiva; o citoplasma, que ocupa a maior parte

do volume celular, é o local onde a maioria das actividades celulares, como a divisão

celular e as vias metabólicas, ocorrem; a mitocôndria é responsável pela produção e

fornecimento da maior parte da energia utilizada nas actividades celulares e o complexo

1



1. INTRODUÇÃO

de Golgi é um organelo particularmente importante na secreção celular [5, 7]. Pratica-

mente todas estas funções, que são críticas para a sobrevivência da célula, são realizadas

pelas proteínas [5].

1.1 Motivação

Um dos objectivos fundamentais da biologia celular e da proteómica é a identi�cação

da localização subcelular das proteínas, pois o seu papel na célula está intimamente

correlacionado com o compartimento ou organelo em que esta reside [8, 9]. A informa-

ção sobre a localização subcelular é, assim, importante para a anotação das proteínas,

identi�cação dos alvos dos fármacos e para o desenvolvimento dos mesmos [7]. A loca-

lização das proteínas em contextos �siológicos apropriados dentro da célula é essencial

para que estas possam exercer as suas funções biológicas [3, 7, 10�12]. Por outro lado,

de acordo com Wan et al. [11], uma localização diferente da desejada está intimamente

relacionada com um grande leque de doenças, como Alzheimer [13], pedra nos rins [14],

tumores hepáticos primários [15], cancro da mama [16], pré-eclampsia [17], síndrome de

Bartter [18] e �brose quística [19].

Com o crescimento exponencial do número de novas sequências proteicas descober-

tas na era pós-genómica, surgiu a necessidade de desenvolver métodos computacionais

capazes de prever a localização subcelular das proteínas, tornando este processo mais

rápido e e�ciente. Uma vez que as proteínas localizadas em determinados comparti-

mentos intracelulares possuem características comuns, os algoritmos de aprendizagem

automática podem ser úteis para essa previsão.

1.2 Objectivos

Objectivo Principal: Prever a localização subcelular de proteínas codi�cadas por 800

genes humanos envolvidos no tráfego da CFTR (Cystic Fibrosis Transmembrane

Conductance Regulator), uma proteína que, quando mutada, causa a doença ge-

nética Fibrose Quística.

Complementarmente, são, também, objectivos deste trabalho a identi�cação e compa-

ração dos diferentes serviços web capazes de prever a localização subcelular de proteínas

2



1.3 Metodologia

humanas, dos algoritmos de classi�cação e dos métodos de construção de vectores re-

presentativos das proteínas.

1.3 Metodologia

Este estudo consistiu na previsão da localização subcelular de proteínas humanas atra-

vés de algoritmos disponíveis no software MEKA [20, 21], uma extensão do WEKA

[20] para previsão multi-label. Para isso, foi utilizado um conjunto de dados de treino

constituído por 3106 proteínas humanas, distribuídas por 14 localizações subcelulares, e

um conjunto de dados para previsão constituído por 799 proteínas humanas. Os vecto-

res representativos das proteínas foram construídos seguindo duas abordagens baseadas

nas anotações do Gene Ontology (GO): (1) valor 1-0 (presença ou ausência do termo

GO) e (2) frequência dos termos GO. Por outro lado, foram consideradas três dimen-

sões distintas dos vectores: 10165-D (todos os termos GO distintos para as proteínas

em estudo), 429-D (termos GO essenciais obtidos pelo classi�cador mEN [10]) e 87-D

(termos GO essenciais obtidos pelo classi�cador mLASSO [10]). No processo de aprendi-

zagem foram utilizados três métodos de transformação do problema - Binary Relevance

(BR), Classi�er Chain (CC) e Label Cardinality/Label Powerset (LC) - juntamente com

três classi�cadores single-label - SMO (Sequential minimal optimization), PART e J48.

Estes classi�cadores foram avaliados através do método 10-fold cross-validation e, os

que apresentaram melhor desempenho, foram re-avaliados pelo método Leave-one-out

cross-validation.

1.4 Contribuições

Este projecto teve as seguintes contribuições:

Modelos de previsão: foram gerados 7 modelos de previsão capazes de prever a lo-

calização subcelular de proteínas humanas, com uma taxa de sucesso global en-

tre 69,2 e 72,3% (overall actual accuracy) e entre 76,1 e 80,3% (overall locative

accuracy), de acordo com os 14 compartimentos subcelulares em estudo. Es-

tes modelos foram desenvolvidos através de métodos de transformação do pro-

blema e têm como base a informação Gene Ontology. Link GitHub: https:

//github.com/p-a-martins/7pred.
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1. INTRODUÇÃO

Previsão da localização de 799 proteínas: foram previstas as localizações subce-

lulares de 799 proteínas codi�cadas por genes humanos envolvidos no tráfego da

CFTR.

1.5 Estrutura

Este trabalho está dividido em vários capítulos e secções, nomeadamente:

O Capítulo 2 introduz os diferentes métodos computacionais existentes para previsão

da localização subcelular de proteínas: métodos baseados na sequência (Secção

2.1) e métodos baseados no conhecimento (Secção 2.1.1); distingue os conceitos de

previsão single-label emulti-label (Secção 2.2); enumera os métodos de classi�cação

(Secção 2.3) e de avaliação estatística (Secção 2.4), assim como as métricas de

desempenho (Secção 2.5); descreve os principais serviços web capazes de prever a

localização proteínas (Secção 2.6);

O Capítulo 3 descreve os conjuntos de dados utilizados e as metodologias adoptadas

para extracção dos termos GO e construção dos vectores representativos das pro-

teínas; analisa os resultados da previsão da localização subcelular das proteínas;

O Capítulo 4 apresenta os principais resultados e conclusões do estudo.
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Capítulo 2

Enquadramento Teórico

A localização subcelular das proteínas pode ser determinada tanto por métodos la-

boratoriais convencionais como por métodos computacionais. Os primeiros são

essenciais para a construção de bases de dados de localização de elevada qualidade,

como a Human Protein Atlas1 [3, 7, 10]. Assim, recorrendo a técnicas de engenharia

genética é possível determinar a localização subcelular de proteínas através de diferentes

técnicas [7], como a (1) microscopia de �uorescência (criação de uma proteína de

fusão, constituída pela proteína de interesse ligada a um gene "repórter") [7, 22�24];

(2) a microscopia imunoelectrónica (utilização de anticorpos conjugados com ouro

coloidal) [7, 25] ou a (3) marcação �uorescente com biomarcadores (utilização

de marcadores compartimentais conhecidos para diferentes regiões celulares, marcados

com �uorescência) [7, 26]. No entanto, estes são procedimentos demorados, laboriosos

e com elevado custo [3, 7, 10, 27, 28].

2.1 Métodos Computacionais

Com a avalanche de proteínas geradas na era pós-genómica, surgiu a necessidade de

criar métodos computacionais capazes de identi�car rápida e e�cazmente várias ca-

racterísticas biológicas das novas proteínas descobertas, nomeadamente a localização

subcelular das mesmas. O rápido progresso da aprendizagem automática, juntamente

com aumento do número de proteínas com localização determinada experimentalmente,

tornou possível e promissora a previsão da localização subcelular de proteínas através

1http://www.proteinatlas.org/
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2. ENQUADRAMENTO TEÓRICO

de métodos computacionais [7]. De acordo com Chou et al. [28] e Xiao et al. [29], esses

métodos foram desenvolvidos seguindo, principalmente, três direcções:

1. Aumentar o leque de localizações abrangidas de 2 [30], para 5 [31], para 12 [32, 33]

e, �nalmente, para 22 localizações [34];

2. Desenvolver métodos capazes de prever a localização com ênfase em diferentes

organismos: humanos [1�3, 9, 10, 35�39], eucariotas [5, 8, 11, 12, 28, 34�36, 38, 39],

plantas [11, 12, 27, 35, 36, 40�43], vírus [29, 35, 36, 42�45] e/ou bactérias gram-

positivas [35, 36, 46�48] e gram-negativas [35, 36, 49�51];

3. Extrair informações úteis das proteínas através de diferentes métodos baseados

na sequência (secção 2.1.1) ou no conhecimento/anotação (secção 2.1.2).

2.1.1 Métodos Baseados na Sequência

Os métodos baseados na sequência, que utilizam apenas a sequência aminoacídica da

proteína como input [7], podem ser baseados na composição (secção 2.1.1.1) [30, 32,

52�57], na homologia (secção 2.1.1.2) [58�62], em péptidos sinal (secção 2.1.1.3)

[63�65], no domínio funcional (secção 2.1.1.4) ou na evolução sequencial (secção

2.1.1.5).

2.1.1.1 Métodos Baseados na Composição

Os métodos baseados na composição tomam partido da relação entre a localização

subcelular das proteínas e a informação da composição incorporada na sequência dos

aminoácidos [7]. Por sua vez, estes podem ser baseados na composição aminoacídica

(AA) (secção 2.1.1.1.1) [30, 66], na composição aminoacídica pareada (PairAA)

(secção 2.1.1.1.2) [30], na composição aminoacídica pareada com gaps (GapAA)

(secção 2.1.1.1.3) [33, 67] ou na composição pseudo-aminoacídica (PseAA) (secção

2.1.1.1.4) [49, 54, 66, 68, 69].

Por outro lado, desde que o conceito de PseAA foi introduzido por Chou [54], este

tem sido utilizado em vários estudos de proteómica. Assim, existem vários modelos dis-

cretos derivados do PseAA, como os métodos baseados no domínio funcional (secção

2.1.1.4) e os métodos baseados na evolução sequencial (secção 2.1.1.5). Actualmente,

existe um serviço web, PseAA1 [70], capaz de gerar 63 tipos diferentes de composição
1http://chou.med.harvard.edu/bioinf/PseAAC/
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2.1 Métodos Computacionais

PseAA [71].

2.1.1.1.1 Composição Aminoacídica (AA)

No método baseado na composição dos aminoácidos, a sequência proteíca é representada

por um vector com 20 elementos, onde cada elemento corresponde à frequência da

ocorrência de cada um dos 20 aminoácidos na sequência [7]. Sendo os resíduos de

aminoácidos da proteína Pi representados por [7]:

A1A2A3A4A5A6A7...Ali ...ALi (2.1)

onde Ali representa o aminoácido na posição li da proteína i, então, o vector qAA
i pode

ser representado por

qAA
i = [fi,1, fi,2, ..., fi,u, ..., fi,20]T (2.2)

onde fi,u representa a frequência de ocorrência do aminoácido u (u ∈ 1, 2, ..., 20) na

proteína Pi e
20∑
u=1

fi,u = Li (2.3)

Existem vários estudos que aplicam este método, como por exemplo:

� Cedano et al. [31] aplicaram este método para prever a localização subcelular de

5 classes de proteínas;

� Reinhardt and Hubbard [72] usaram um algoritmo baseado na composição ami-

noacídica para prever a localização de proteínas procarióticas e eucarióticas;

� Chou and Elrod [32] recorreram a um algoritmo baseado na composição aminoa-

cídica para prever a localização de proteínas em 12 organelos;

2.1.1.1.2 Composição Aminoacídica Pareada (PairAA)

O método baseado na composição aminoacídica pareada (PairAA) utiliza a informação

relativa à ordem dos aminoácidos na sequência, fazendo, para isso, a contagem do

número de ocorrências dos pares de aminoácidos na proteína. Este método incorpora,
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2. ENQUADRAMENTO TEÓRICO

assim, a informação das frequências das co-ocorrências dos dipéptidos na sequência

proteica [7]. Especi�camente, para a proteína i, o vector qPairAA
i é de�nido por [7]:

qPairAA
i = [fi,21, fi,22, ..., fi,(20+u×v), ..., fi,420]T (2.4)

onde fi,(20+u×v) é o número de co-ocorrências dos aminoácidos u e v (u, v ∈ 1, 2, ..., 20)

em dipéptidos na proteína i, e

20∑
u=1

20∑
v=1

fi,(20+u×v) = Li − 1 (2.5)

Existem vários estudos que aplicam este método, como por exemplo:

� Nakashima and Nishikawa [30] usaram a razão de probabilidades para descriminar

entre proteínas intra- e extracelulars solúveis, através de métodos baseados na

composição AA e PairAA;

� Garg et al. [73] criaram o HSCLPred que utiliza métodos baseados na composição

AA e PairAA para prever a localização subcelular de proteínas humanas.

2.1.1.1.3 Composição Aminoacídica Pareada com Gaps (GapAA)

Com base no método anterior, surgiu uma nova abordagem que conta a frequência

de pares de aminoácidos cujos os resíduos estão separados por uma ou mais posições

de resíduos (gaps), conhecido como GapAA [7]. Nomeadamente, para a proteína i, o

vector qGapAA(k)
i com k gaps é de�nido por [7]:

q
GapAA(k)
i = [fi,(400×k+21), fi,(400×k+22), ..., fi,(400×k+20+u×v), ..., fi,(400×k+420)]

T (2.6)

onde fi,(400×k+20+u×v) é o número de ocorrências dos aminoácidos u e v (u, v ∈ 1, 2, ..., 20)

que estão separados por k resíduos de aminoácidos na proteína i, e

20∑
u=1

20∑
v=1

fi,(400×k+20+u×v) = Li − k − 1 (2.7)

onde k ∈ {1, 2, ..., (Li − 2)}.
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Existem vários estudos que aplicam este método, como por exemplo:

� Park and Kanehisa [33] foram os primeiros a usar o GapAA para contar as frequên-

cias de aminoácidos cujos os resíduos estão separados por um ou mais posições

(gaps);

� Chou and Cai [66] combinaram o AA, PairAA e GapAA para prever a localização

proteica em leveduras;

� Park and Kanehisa [33], Chou and Shen [74], Wan et al. [75] demonstraram que

a combinação dos métodos AA, PairAA e GapAA apresenta uma performance

superior à combinação dos métodos AA e PairAA, que, por sua vez, apresenta

melhores resultados do que a utilização do método AA.

2.1.1.1.4 Composição Pseudo-Aminoacídica (PseAA)

O método de composição pseudo-aminoacídica (PseAA) proposto por Chou [54] usa o

factor de correlação baseado na ordem da sequência para descobrir mais propriedades

bioquímicas (e.g. hidrofobia, hidro�lia e massa da cadeida lateral dos aminoácidos) das

sequências proteicas [7]. Concretamente, para a proteína i, o vector qPseAA(Ω)
i é de�nido

por [7]:

q
PseAA(Ω)
i = [f̂i,1, f̂i,2, ..., f̂i,u, ..., f̂i,20, ..., pi,1, pi,2, ..., pi,m, ..., pi,Ω]T (2.8)

onde f̂i,u =
fi,u
Li

é a frequência de ocorrência normalizada do aminoácido u na proteína

i,
{
pi,m

}Ω

m=1
é o factor de correlação da m-tier e Ω ∈ 1, 2, ..., (Li − 1) é o número de

factores de correlação da sequência. Os factores de correlação da m-tier incorporam as

propriedades bioquímicas de todos os possíveis dipéptidos com (m−1) gaps da sequência

[7].

Existem vários estudos que aplicam este método, como por exemplo:

� Chou [54] recorreu ao método PseAA para prever a localização subcelular de

proteínas, utilizando três propriedades bioquímicas: hidrofobia, hidro�lia e massa

da cadeia lateral dos resíduos de aminoácidos.
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2.1.1.2 Métodos Baseados na Homologia

Os métodos baseados na homologia, como o Proteome Analyst [61], o PairProSVM [58],

entre outros [59, 76, 77], partem do princípio que proteínas homólogas têm proprieda-

des semelhantes e, que assim sendo, a homologia entre sequências proteicas pode ser

usada para transferir anotações. Neste caso, tentam inferir a localização de proteínas

através de anotações de proteínas similares [78], considerando que proteínas homólogas

têm maior probabilidade de residir na mesma localização subcelular. Neste grupo de

métodos, a sequência proteica de interesse é usada para identi�car os seus homólogos

numa base de dados proteica, através do BLAST (Basic Local Alignment Search Tool),

e, então, a localização subcelular dessa proteína é determinada tendo em conta as loca-

lizações às quais pertencem as suas homólogas [7, 59, 77, 79, 80]. Este tipo de método

pode atingir uma accuracy elevada se os homólogos da sequência de interesse forem

encontrados nas bases de dados proteicas [7, 76]. No entanto, o mesmo não acontece se

existir um grande número de proteínas sem homologia com proteínas com localização

determinada experimentalmente.

2.1.1.3 Métodos Baseados em Péptidos Sinal

Os métodos baseados em péptidos sinal, tais como PSORT [63], WoLF PSORT [81]

and TargetP [64], prevêem a localização das proteínas através do reconhecimento dos

péptidos sinal localizados na região N-terminal da sequência proteica [7, 82]. Após a

síntese proteica, a maioria das proteínas são transportadas para localizações apropriadas

da célula ou secretadas para o espaço extracelular [83]. A informação sobre para onde a

proteína será transportada é, geralmente, encontrada ao nível da sequência primária, na

forma de pequenos segmentos de sequência (entre 3 a 70 aminoácidos), denominados de

péptidos sinal. Por outras palavras, no processo de triagem das proteínas, os péptidos

sinal desempenham um papel essencial, agindo como "código postal" para as proteínas

[84]. Depois de entrarem no compartimento celular apropriado, os péptidos sinal são

clivados por peptidades de sinal [7, 85, 86]. Um dos passos mais importantes nos métodos

baseados em péptidos sinal é prever o sítio de clivagem [7].

As sequências de péptidos sinal têm geralmente uma estrutura tripartida: região

�anqueadora N-terminal (região N), região central hidrofóbica (região H) e uma região

�anqueadora C-terminal (região C) [87�90]. Os aminoácidos com propriedades similares
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podem ser categorizados de acordo com a sua hidrofobia e carga/polaridade, sendo

que estas propriedades podem ser usadas para prever o local de clivagem. O grau

de hidrofobia também difere dependendo da posição, fazendo com que esta seja uma

característica útil para a previsão. Em suma, estas propriedades permitem que os sítios

de clivagem sejam previstos computacionalmente. Os métodos para prever os sítios de

clivagem podem ser classi�cados em 3 categorias: matrizes de pesos (PrediSi [91]), redes

neuronais (SignalP 1.1 [65]) e modelos escondidos de Markov (SignalP 2.0 e SingalP 3.0

[92, 93]) [7].

Apesar dos métodos baseados nos péptidos sinal serem robustos e plausíveis biologi-

camente, estes apenas conseguem lidar com proteínas que possuam essa sequência sinal

[7].

2.1.1.4 Métodos Baseados no Domínio Funcional (FunD)

De acordo com Chou [71], o conceito de PseAA foi expandido para incorporar a in-

formação do domínio funcional com o objectivo de prever a localização subcelular de

proteínas [69, 94], tipos de proteínas membranares [95, 96], classes funcionais de enzimas

[97], classes estruturais de proteínas [98] e tipos de proteases [99, 100].

Com base no facto de que as proteínas contêm, frequentemente, vários módulos ou

domínios, cada um com origens evolucionárias e origens diferentes, foram desenvolvidas

uma série de bases de dados FunD: COG [101], KOG [101], Pfam [102], SMART [103]

e CDD [104]. Destas bases de dados, a CDD contém domínios importados da COG,

Pfam e SMART e, portanto, é relativamente mais completa [104]. Como a versão 2.11

da CDD contém 17402 domínios característicos, então, usando cada um desses domínios

como base do vector, uma dada proteína pode ser de�nida por um vector com 17402

elementos (17402-D) [1, 45, 47, 50]. Assim, após a utilização do RPS-BLAST (Reverse

PSI-BLAST) [105] para fazer um alinhamento da sequência proteica em estudo com

cada uma 17402 sequências domínio na base de dados CDD, a proteína P no espaço

FunD pode ser de�nida como [1]

PFunD = [δD1 δD2 ... δDi ... δD17402]T (2.9)
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onde T é o operador de transposição e

δDi =

{
1, se houver correspondência

0, caso contrário
(2.10)

Desta forma, para além da informação da ordem da sequência, também a informação

funcional é incluída. Uma vez que a função da proteína está relacionada com a sua loca-

lização subcelular, a formulação FunD, que incorpora esses factores, está directamente

correlacionada com a localização subcelular das proteínas [34].

2.1.1.5 Métodos Baseados na Evolução Sequencial

De acordo com Chou [71], o conceito de PseAA também foi expandido para incorporar

a informação sobre a evolução sequencial de forma a prever tipos de proteínas membra-

nares [106], classes funcionais de enzimas [97] e tipos de proteases [99, 100].

A evolução nas sequências proteicas envolve mudanças em simples resíduos, inser-

ções e delecções de vários resíduos, duplicação ou fusão de genes. No decurso do tempo,

estas alterações acumulam-se, fazendo com que muitas similaridades entre as sequências

aminoacídicas iniciais e as sequências aminoacídicas resultantes sejam eliminadas. Con-

tudo, as proteínas ainda podem partilhar características em comum, como a localização

subcelular [2, 34, 40, 45, 47, 50]. De forma a incorporar este tipo de informações, a

evolução sequencial da proteína Pi com L aminoácidos pode ser representada por uma

matriz 20× L, onde um dado elemento da matriz, Ei→j , é de�nido por [45]:

Ei→j =
E0

i→j − E
0
j

SD(E
0
i )

(i = 1, 2, ..., Li; j = 1, 2, ..., 20) (2.11)

onde E0
i→j representa a pontuação da substituição do resíduo aminoacídico i pelo ami-

noácido j, numa determinada posição da sequência proteica durante o processo de evo-

lução, calculada pelo PSI-BLAST (Position-Speci�c Iterated BLAST) [105] (geralmente

inteiros positivos, se a mutação correspondente ocorre com mais frequência do que o es-

perado pelo acaso, ou negativos, caso contrário); E
0
j é a média para E0

i→j(i = 1, 2, ..., Li),

enquanto que SD corresponde ao desvio padrão [28].

A multiplicação desta matriz pela sua matriz de transposição gera uma matriz de

20×20 elementos. Por ser uma matriz simétrica, os elementos do triângulo superior são

idênticos aos do triângulo inferior e, como tal, só será necessário utilizar os 20 elementos
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da diagonal e os 190 elementos do triângulo superior para representar a proteína Pi [45]:

PEvo = [ψE
1 ψE

2 ... ψE
u ...ψE

210]T (2.12)

2.1.2 Métodos Baseados no Conhecimento

Os métodos baseados no conhecimento utilizam informações retiradas das bases de

conhecimento, como termos de GO1 [2, 7, 39, 69, 74, 75, 107�115], Swiss-Prot

keywords [116, 117] e PubMed abstracts [61, 76]. Este tipo de métodos faz uso

da correlação entre o conhecimento e anotação da proteína e a sua localização subcelu-

lar [7]. Diferentes estudos demonstraram que os métodos baseados na informação GO

são superiores aos métodos baseados na sequência [38, 74, 118, 119].

GO é um vocabulário controlado usado para anotação de genes e produtos génicos e

está dividido em três categorias: componente celular, processo biológico e função mole-

cular [39, 42]. Componente celular refere-se às substâncias que constituem as células e

organismos vivos (e.g. proteínas, ácidos nucleicos, membranas e organelos), sendo que

a maioria estão localizadas dentro das células. Por sua vez, processo biológico é uma

sequência de eventos realizados por conjuntos ordenados de funções moleculares. Por

último, função molecular é um conjunto de actividades que podem ser realizadas por

produtos génicos ao nível molecular [39, 42]. É importante salientar que a componente

celular não é a única informação essencial para uma boa previsão da localização subce-

lular de proteínas. De acordo com estudos realizados por Lu and Hunter [120], a função

molecular e o processo biológico também são importantes, especialmente para a pre-

visão de proteínas localizadas no núcleo, espaço extracelular, membrana, mitocôndria,

retículo endoplasmático e complexo de Golgi [10]. Isto é compreensível, pois, apesar

dos termos GO pertencentes à categoria de função molecular ou processo biológico não

terem implicações directas com a localização subcelular das proteínas, as proteínas ape-

nas podem desempenhar as suas funções em certos contextos �siológicos e participar

em certos processos biológicos dentro dos compartimentos celular adequados. Assim,

é lógico e aceitável que todas as categorias dos termos GO sejam consideradas para a

previsão da localização de proteínas [7].

1http://www.geneontology.org/
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Como resultado do GO Consortium, a base de dados Gene Ontology Annotation

(GOA)1 tornou-se um recurso útil para a investigação proteómica [121]. A base de

dados fornece anotações estruturais para proteínas não redundantes de muitas espécies

que estão presentes na UniProt Knowledgebase (UniProtKB) [122], usando termos GO

padrão através de uma combinação de técnicas computacionais e manuais. A atribuição

em larga escala de termos GO às entradas (números de acesso) da UniProtKB foi feita

através da conversão de parte dos conhecimentos existentes na base de dados UniProtKB

em termos GO [121], sendo que a base de dados GOA também inclui uma série de cross-

references para outras bases de dados. Assim, a integração sistemática das bases de

dados GOA e UniProtKB pode ser explorada para a localização subcelular de proteínas.

Especi�camente, dado um número de acesso de uma proteína, podem ser extraídos os

termos GO da base de dados GOA [39, 42]. Na base de dados UniProtKB cada proteína

tem um número de acesso e, na base de dados GOA, cada número de acesso pode estar

associado a zero, um ou mais termos GO distintos. Reciprocamente, um termo GO

pode estar associado a zero, um ou mais números de acesso de proteínas diferentes. Isto

signi�ca que o mapeamento entre os números de acesso e os termos GO é de muitos-

para-muitos [42].

A previsão baseada em GO pode ser dividida em duas etapas: extracção dos

termos GO (secção 2.1.2.1) e construção dos vectores GO (secção 2.1.2.2).

2.1.2.1 Extracção dos termos GO

De acordo com Wan et al. [42], da perspectiva da extracção dos termos GO, os métodos

baseados no conhecimento podem extrair os termos GO de três formas distintas:

� Usando a ferramenta InterProScan [123] para pesquisar contra um conjunto de

dados de assinaturas proteicas [69, 75, 108, 124, 125]. Este tipo de método pode

ser aplicado a todas as sequências proteicas, no entanto, geralmente, só é possível

extrair um pequeno número de termos GO, o que poderá não ser su�ciente para

boa previsão da localização subcelular [7, 38];

� Usando os números de acesso das proteínas para pesquisar na base de dados GOA

[8, 37, 49, 74, 126]. Este método funciona melhor que o anterior, contudo, não

pode ser aplicado a proteínas que não estejam anotadas funcionalmente [7, 38];

1http://www.ebi.ac.uk/GOA/
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� Usando os números de acesso de proteínas homólogas extraídas através do BLAST

[127] para pesquisar na base de dados GOA [29, 36, 51, 118]. Este método permite

a extensão dos métodos baseados nos termos GO a proteínas descobertas recente-

mente. Assim, é aplicável a todas as sequências proteicas e capaz de extrair mais

termos GO, o que é essencial para uma boa performance [7, 38].

2.1.2.2 Construção dos vectores de termos GO

Após a extracção dos termos GO, a forma como os vectores são construídos é de elevada

importância. De acordo com Chou [128], as características de cada proteína podem ser

representadas pelo modelo geral da composição pseudo-aminoacídica de Chou [54, 129]:

qi = [ϕi,1, ϕi,2, ..., ϕi,u, ..., ϕi,W ]T (2.13)

onde T é o operador de transposição, W é a dimensão do vector qi e as de�nições

dos componentes de W , ϕi,u(u = 1, ...,W ), dependem das abordagens de extracção

utilizadas [7]. Da perspectiva da construção dos vectores de termos GO, os métodos

baseados no conhecimento são classi�cados em duas categorias. A primeira considera

cada termo GO como uma base canónica de um espaço Euclidiano. Sendo W o conjunto

de termos GO distintos extraídos (de acordo com os procedimentos descritos na secção

2.1.2.1), então, o vector GO será um espaço Euclidiano de dimensão W. Para cada

sequência proteica, o vector GO será construído através da correspondência entre o

vector W e os termos GO associados a essa proteína [7]. Existem diversas abordagens

para determinar os elementos do vector GO:

1. Valor 1-0: cada termo GO em W representa uma base canónica do espaço Eucli-

diano e a proteína é representada por um ponto nesse espaço, onde as coordenadas

correspondem a 0 ou 1 [37, 46, 49, 74]. Assim, o vector GO para a proteína i é

de�nido por:

qi = [ai,1 ... ai,u ... ai,w] (2.14)

onde ai,u é igual a 1, se o termo GO u estiver associado à proteína i, ou 0, caso

contrário [7];

2. Frequência do Termo (TF): cada termo GO em W representa uma base canó-

nica do espaço Euclidiano e a proteína é representada por um ponto nesse espaço,
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onde as coordenadas correspondem à frequência do termo GO [38, 39, 42], isto é,

ao número de vezes que um termo GO está anotado a uma proteína através de

diferentes evidências ou fontes de informação. Assim, o vector GO para a proteína

i é de�nido por:

qi = [bi,1 ... bi,u ... bi,w] (2.15)

onde bi,u é igual a fi,u (frequência do termo GO u à proteína i), se o termo GO u

estiver associado à proteína i, ou 0, caso contrário [7].

Os métodos ISF (Inverse sequence frequency) e TF-ISF (Term frequency-inverse se-

quence frequency) são duas alternativas para construção de vectores de termos GO.

No entanto, estes dois métodos demonstraram ser inferiores às abordagens Valor 1-0 e

TF [39]. Outra possibilidade é atribuir a cada elemento do vector a percentagem de

proteínas homólogas à proteína de interesse que contêm determinado termo GO. Esta

categoria de métodos fornece uma grande cobertura de termos GO, mas a maioria deles

podem ser irrelevantes para a tarefa de classi�cação. Para além disso, ignoram o facto

de que um termo GO pode ser usado para anotar a mesma proteína múltiplas vezes em

diferentes entradas na base de dados GOA [7].

A segunda categoria usa algoritmos genéticos para seleccionar os termos GO mais

informativos. Por exemplo, ao explorar a semântica do GO é possível veri�car a im-

portância de cada termo [130]. Assim, esta categoria selecciona alguns termos GO

informativos ou essenciais que estão directamente anotados aos compartimentos subce-

lulares de interesse. O problema deste tipo de métodos é que pode seleccionar apenas

um pequeno número de termos GO, aumentando a probabilidade do vector ser nulo [7].

2.2 Previsão Single-label versus Previsão Multi-label

Muitos dos métodos existentes capazes de prever a localização subcelular de proteínas

assumem que as mesmas residem em apenas uma localização subcelular [5, 27, 31, 33, 37,

44, 46, 49, 64, 131�134]. No entanto, as proteinas podem existir simultaneamente em,

ou mover-se entre, duas ou mais localizações subcelulares diferentes [7, 135�138]. Estas

proteínas com múltiplas localizações são particularmente interessantes, pois podem ter

funções biológicas únicas dignas de especial atenção, sendo essenciais para a investigação

básica e farmacológica [36, 66, 67, 139�141]. Na verdade, as proteínas com multíplas
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localizações desempenham um papel importante em alguns processos metabólicos que

acontecem em várias localizações subcelulares [7]. De acordo com Millar et al. [135], um

número elevado de proteínas possuem múltiplas localizações subcelulares. Com base nas

análises estatísticas da base de dados Swiss-Prot (versão 55.3), este tipo de proteínas

podem atingir 20% de todas as proteínas humanas [1].

2.3 Métodos de Classi�cação

Os métodos existentes para classi�cação multi-label podem ser agrupados em duas ca-

tegorias: adaptação do algoritmo ou transformação do problema. O primeiro

adapta algoritmos especí�cos de previsão single-label de forma a estes poderem ser apli-

cados directamente na previsão multi-label [7]. Por outro lado, no segundo método,

o problema de classi�cação multi-label é transformado em vários problemas de clas-

si�cação single-label [142], não sendo, por isso, necessário modi�car os classi�cadores

tradicionais [7].

LC, BR e CC são exemplos de métodos de transformação do problema. O método LC

considera cada combinação distinta de labels como uma única, permitindo que a mesma

seja prevista por métodos single-label. Porém, o número de combinações aumenta ex-

ponencialmente com o número de labels. Por sua vez, BR transforma o problema de

classi�cação multi-label em várias tarefas de classi�cação binárias, uma para cada la-

bel). Contudo, apesar de e�ciente, não considera a correlação entre labels. Por último,

o método CC é semelhante ao BR, no entanto, considera a correlação entre labels. Para

isso, os classi�cadores binários são ligados numa cadeia (c1 → c2 → ...→ ci → ...→ cn),

onde o vector representativo da instância usado pelo classi�cador ci incorpora as labels

previstas pelos classi�cadores precedentes.

Relativamente aos classi�cadores single-label, SMO é um algoritmo e�ciente para a

implementação da técnica SVM (Support Vector Machines). Já o J48 é uma imple-

mentação em java do algoritmo C4.5 que faz uso de uma estratégia greedy para induzir

árvores de decisão para posterior classi�cação. Por sua vez, o PART usa a estratégia de

divisão e conquista, construindo de forma parcial uma árvore de decisão C4.5 em cada

iteração, transformando a "melhor folha" numa regra.
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2.4 Métodos de Avaliação Estatística

Em Aprendizagem Automática é essencial especi�car o algoritmo de classi�cação e o

conjunto de dados de referência utilizados para testar o desempenho de um predictor

[2]. Relativamente aos métodos de avaliação estatística, existem sobretudo três que são

utilizados:

� Método Holdout : O conjunto de dados é dividido em dois subconjuntos mu-

tuamente exclusivos (treino e teste), sendo que um é utilizado para estimar os

parâmetros de classi�cação e o outro para avaliar o desempenho do classi�cador;

� Método k-fold cross-validation : O conjunto de dados é dividido em k subcon-

juntos mutuamente exclusivos do mesmo tamanho, sendo que k�1 subconjuntos

são utilizados para estimar os parâmetros de classi�cação e o subconjunto res-

tante para testar o classi�cador; este processo repete-se k vezes, sempre com um

conjunto de treino diferente. Em particular, o método 10-fold cross-validation

divide o conjunto de dados em 10 subconjuntos do mesmo tamanho, utilizando 9

subconjuntos para treinar e 1 para testar o classi�cador; o processo repete-se 10

vezes;

� Método Leave-one-out cross-validation (LOOCV): O conjunto de dados é

dividido em N (número total de instâncias) subconjuntos mutuamente exclusivos;

sendo que N�1 subconjuntos são utilizados para estimar os parâmetros de classi�-

cação e o subconjunto restante para testar o classi�cador; este processo repete-se

N vezes, sempre com um conjunto de treino diferente.

2.5 Métricas de Desempenho

Comparativamente com a classi�cação tradicional single-label, a classi�cação multi-label

requer métricas de desempenho mais avançadas. Considerando L(Qi) e M(Qi) como o

label set real e o label set previsto para a proteína i, Qi(i = 1, ..., N), respectivamente,

então a accuracy, precision, recall, F1-score (F1) e Hamming loss são de�nidos por

[11, 12]:

Accuracy =
1

N

N∑
i=1

(
|M(Qi) ∩ L(Qi)|
|M(Qi) ∪ L(Qi)|

)
(2.16)
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Precision =
1

N

N∑
i=1

(
|M(Qi) ∩ L(Qi)|
|M(Qi)|

)
(2.17)

Recall =
1

N

N∑
i=1

(
|M(Qi) ∩ L(Qi)|

|L(Qi)|

)
(2.18)

F1 =
1

N

N∑
i=1

(
2 |M(Qi) ∩ L(Qi)|
|M(Qi)|+ |L(Qi)|

)
(2.19)

HL =
1

N

N∑
i=1

(
|M(Qi) ∪ L(Qi)| − |M(Qi) ∩ L(Qi)|

M

)
(2.20)

A accuracy, precision, recall, F1-score indicam o desempenho da classi�cação, que

será tanto maior quanto maior forem os seus resultados. Por outro lado, quanto menor

for o valor de Hamming loss, melhor será o desempenho do predictor [11, 12].

Duas métricas adicionais [29, 42], Overall Locative Accuracy (OLA) e Overall Actual

Accuracy (OAA) (ou combinação exacta), são frequentemente utilizadas na previsão

multi-label da localização subcelular de proteínas e são representadas por [11, 12]:

OLA =
1∑N

i=1 |L(Qi)|

N∑
i=1

|M(Qi) ∩ L(Qi)| (2.21)

OAA =
1

N

N∑
i=1

∆ [M(Qi), L(Qi)] (2.22)

onde

∆ [M(Qi), L(Qi)] =

{
1 se M(Qi) = L(Qi)

0 caso contrário
(2.23)

Para estudar um sistema de proteínas onde estas podem ocorrer simultaneamente em

duas ou mais localizações torna-se necessário de�nir o conceito de proteína locativa.

Se uma proteína coexiste em duas localizações subcelulares, esta será contabilizada como

duas proteínas locativas; se coexiste em três localizações subcelulares será contabilizada

como três proteínas locativas; e assim sucessivamente [2]. O número total de proteínas

locativas pode ser expressa por:
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N(loc) = N(seq) +
M∑

m=1

(m− 1)N(m) =
M∑

m=1

m×N(m) (2.24)

onde N(loc) é o número total de proteínas locativas, N(seq) é o número total de pro-

teínas diferentes, N(m) é o número de proteínas que existem em m localizações e M é

o número total de localizações estudadas [29].

Assim, de acordo com a equação 2.21, considera-se que uma proteína locativa foi

prevista correctamente se qualquer uma das labels previstas corresponder com qualquer

uma das labels do label set real. Por outro lado, a equação 2.22 considera que uma

proteína só é considerada correctamente prevista apenas se todas as labels previstas

corresponderem com exatidão ao label set real (apenas quando todas as localizações

subcelulares de uma dada proteína são previstas sem qualquer over-prediction ou under-

prediction). Assim, OAA é mais rigorosa e objectiva do que OLA. Tal acontece porque

OLA é mais susceptível a fornecer medidas de desempenho mais tendenciosas quando

o predictor tende a over-predict, isto é, dando um grande M(Qi) para muitas Qi. No

caso extremo, se uma proteína for prevista como estando localizada em todas as M

localizações subcelulares, então, de acordo com a equação 2.21, OLA é igual a 100%.

No entanto, as previsões são incorrectas e sem signi�cado. Pelo contrário, OAA é igual

a 0%, o que de�nitivamente re�ete o desempenho real [11, 12].

2.6 Exemplos de Predictores

2.6.1 Cell-PLoc e Cell-PLoc 2.0

Cell-PLoc1 [35] é um conjunto de seis predictores web: Hum-mPLoc2 [9] (versão ac-

tualizada do Hum-PLoc [37]), Euk-mPLoc3 [8] (versão actualizada do Euk-PLoc [5]),

Plant-PLoc4 [27], Virus-PLoc5 [44], Gpos-PLoc6 [46] e Gneg-PLoc7 [49]. Estes são ca-

pazes de prever a localização subcelular de proteínas em humanos, eucariotas, plantas,

1http://www.csbio.sjtu.edu.cn/bioinf/Cell-PLoc/
2http://www.csbio.sjtu.edu.cn/bioinf/hum-multi/
3http://www.csbio.sjtu.edu.cn/bioinf/euk-multi/
4http://www.csbio.sjtu.edu.cn/bioinf/plant/
5http://www.csbio.sjtu.edu.cn/bioinf/virus/
6http://www.csbio.sjtu.edu.cn/bioinf/Gpos/
7http://www.csbio.sjtu.edu.cn/bioinf/Gneg/
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vírus, bactérias gram-positivas e bactérias gram-negativas, respectivamente. Em parti-

cular, Hum-mPLoc [9] e Euk-mPLoc [8] são capazes de lidar com proteínas que estão

localizadas em, ou que se movem entre, duas ou mais regiões subcelulares (Tabela 2.1).

Tabela 2.1: Cell-PLoc e Cell-PLoc 2.0: predictores para previsão da localização subcelular de proteínas
em seis organismos/espécies.

Predictor Organismo/Espécie
Localização
Múltipla

Número de
Localizações

Referências

Hum-PLoc Humanos Não 12 [37]
Euk-PLoc Eucariotas Não 18 [5]

C
el
l-
P
L
o
c

Hum-mPloc Humanos Sim 14 [9, 35]
Euk-mPLoc Eucariotas Sim 22 [8, 35]
Plant-PLoc Plantas Não 11 [27, 35]
Virus-PLoc Vírus Não 7 [35, 44]
Gpos-PLoc Bact. Gram+a Não 5 [35, 46]

Gneg-PLoc Bact. Gram−b Não 8 [35, 49]

C
el
l-
P
L
o
c
2
.0

Hum-mPloc 2.0 Humanos Sim 14 [1, 36]
Euk-mPLoc 2.0 Eucariotas Sim 22 [34, 36]
Plant-mPLoc Plantas Sim 12 [36, 40]
Virus-mPLoc Vírus Sim 6 [36, 45]
Gpos-mPLoc Bact. Gram+a Sim 4 [36, 47]
Gneg-mPLoc Bact. Gram−b Sim 8 [36, 50]

a bactéria gram-positiva;
b bactéria gram-negativa.

Os predictores Cell-PLoc [35], ao contrário do PSORT [143], TargetP [64] e PSORT-

B [131], que cobrem 5 ou menos localizações subcelulares, conseguem prever até 22

localizações subcelulares (Tabela 2.1). Para além disso, os conjuntos de dados de re-

ferência possuem baixa identidade de sequência. Enquanto que os conjuntos de dados

construídos por outros preditores permitem a inclusão de proteínas com 80% [33], 90%

[72, 73] ou mais identidade de sequência, os predictores Cell-PLoc [35] não permitem

que uma proteína tenha mais de 25% de identidade de sequência com outra que pertença

à mesma localização subcelular [35].

Contudo, estes predictores têm a desvantagem de exigir o número de acesso das

proteínas como input. Uma vez que muitas proteínas (e.g. proteínas sintéticas ou

hipotéticas e proteínas descobertas recentemente) não têm número de acesso atribuído,

a sua localização não pode ser prevista através da abordagem GO (secção 2.1.2). Nestes

casos, os predictores utilizam a abordagem PseAA (secção 2.1.1.1.4). No entanto, apesar

desta abordagem ter em conta alguns efeitos parciais da ordem da sequência, não tem
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em conta as informações do domínio funcional e da evolução sequencial [35, 36].

Para contornar estes problemas, foi criado o Cell-PLoc 2.01 [36] que é constituído,

igualmente, por seis predictores: Hum-mPLoc 2.02 [1], Euk-mPLoc 2.03 [34], Plant-

mPloc4 [40], Virus-mPLoc5 [45], Gpos-mPloc6 [47] e Gneg-mPLoc7 [50]. Estes, por

sua vez, apenas requerem a sequência proteica como input, utilizando os números de

acesso das proteínas homólogas à sequência proteica. Para além disso, recorrem a uma

abordagem PseAA mais avançada, como complemento da GO, que inclui as informações

do domínio funcional (secção 2.1.1.4) e da evolução sequencial (secção 2.1.1.5) (Tabela

2.2). Complementarmente, todos os servidores web conseguem lidar com com proteínas

que estão localizadas em, ou que se movem entre, duas ou mais regiões subcelulares.

Por �m, usam um conjunto de dados de referência mais recente (versão 55.3 em vez da

50.7) [1, 34, 36, 40, 45, 47, 50].

Da perspectiva de classi�cação, os predictores CellPLoc 2.0 [36] utilizam um con-

junto de classi�cadores formados pela fusão de muitos classi�cadores individuais básicos,

operados pelo algoritmo OET-KNN (Optimized evidence-theoretic K-nearest neighbor)8

(Tabela 2.2).

Posto isto, o processo de previsão através dos predictores CellPLoc 2.0 [36] pode ser

dividido em duas situações (Figura 2.1):

1. Se a proteína em estudo puder ser representada através da abordagem GO (secção

2.1.2), então PGO será utilizado para determinar as localizações subcelulares das

proteínas. O output será determinado pela fusão de predictores OET-KNN com

diferentes parâmetros K;

2. Se a proteína em estudo não tiver homologias signi�cativas com nenhuma proteína

na base de dados Swiss-Prot ou se não tiver nenhum termo GO a ela associada,

então PFunD (secção 2.1.1.4) e PSeqEvo (secção 2.1.1.5) serão utilizados para a

previsão. O output será determinado pela fusão de predictores OET-KNN com

diferentes parâmetros K e λ.

1http://www.csbio.sjtu.edu.cn/bioinf/Cell-PLoc-2/
2http://www.csbio.sjtu.edu.cn/bioinf/hum-multi-2/
3http://www.csbio.sjtu.edu.cn/bioinf/euk-multi-2/
4http://www.csbio.sjtu.edu.cn/bioinf/plant-multi/
5http://www.csbio.sjtu.edu.cn/bioinf/virus-multi/
6http://www.csbio.sjtu.edu.cn/bioinf/Gpos-multi/
7http://www.csbio.sjtu.edu.cn/bioinf/Gneg-multi/
8formulação matemática detalhada em [144]
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Tabela 2.2: Comparação entre os predictores Hum-mPLoc 2.0 (Cell-PLoc 2.0), iLoc-Hum (iLoc-Cell),
mLASSO e mEN (PolyU-Loc) quanto à forma de construção dos vectores e de classi�cação.

Predictor Construção do vector Classi�cação

Hum-mPLoc 2.0 [1] GO Hom (1-0)a + FunDb + SeqEvoc OET-KNNd

iLoc-Hum [2] GO (%Hom)e + SeqEvoc AL-KNNf

mLASSO [10]
GO (TF)g

LASSOh

mEN [10] ENl

a Gene Ontology (valor 1-0, presença ou ausência do termo GO nas proteínas ho-
mólogas); a dimensão do vector depende do número total de termos GO presentes
na versão da base de dados GOA utilizada (60020-D, para a versão 10-Mar-2008,
no caso do Hum-mPLoc 2.0);
b Domínio Funcional;
c Evolução Sequencial;
d Optimized Evidence-Theoretic K-Nearest Neighbor;
e Gene Ontology (% de proteínas homologas com determinado termo GO); a
dimensão do vector depende do número total de termos GO presentes na versão
da base de dados GOA utilizada (11118-D, para a versão 30-Jul-2009, no caso
do iLoc-Hum);
f Accumulation-Label K-Nearest Neighbor.
g Gene Ontology (Frequência do Termo);
h Least Absolute Shrinkage and Selection Operator;
i Elastic Net.

Como referido anteriormente, o Hum-PLoc [37], Hum-mPLoc [9] e Hum-mPLoc 2.0

[1] são capazes de prever a localização subcelular de proteínas humanas. Para além disso,

os dois últimos são capazes de lidar com proteínas que existem em, ou que se movem

entre, dois ou mais compartimentos subcelulares. Comparando a taxa de sucesso global

destes (Tabela 2.3), Shen and Chou [1] determinaram que:

� A inclusão de proteínas com múltiplas localizações di�culta a tarefa de previsão;

� Apesar do Hum-mPLoc [9] ter alcançado uma taxa de sucesso global de cerca de

70%, este utiliza os números de acesso das proteínas para extracção dos termos

GO. Nas mesmas condições que o Hum-mPLoc 2.0 [1] (mesmo conjunto de dados

e apenas as sequências proteicas como input), a taxa de sucesso global desceria

para cerca de 30%;

� A utilização das informações de domínio funcional (secção 2.1.1.4) e evolução

sequencial (secção 2.1.1.5) demonstraram ser mais e�cazes como complemento à

abordagem GO (secção 2.1.2) do que a composição pseudo-aminoacídica (secção

2.1.1.1.4).
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Figura 2.1: Representação do processo de previsão dos predictores Cell-PLoc 2.0 (Hum-mPLoc 2.0,
Euk-mPLoc 2.0, Plant-mPLoc, Virus-mPLoc, Gpos-mPLoc e Gneg-mPLoc) (Figura extraída de Shen
and Chou [1]).

De salientar também que os conjuntos de dados de referência do Hum-mPLoc [9] e do

Hum-mPloc 2.0 [1] são bastante rigorosos, cobrindo 14 localizações subcelulares, onde

nenhuma proteína tem mais de 25% de identidade de sequência com outra que esteja

no mesmo subconjunto (localização subcelular). Quanto mais rigoroso for o conjunto

de dados mais difícil será para melhorar a taxa de sucesso global [1].

2.6.2 iLoc-Cell

iLoc-Cell1 é um conjunto de seis predictores: iLoc-Hum2 [2], iLoc-Euk3 [28], iLoc-

Plant4 [41], iLoc-Virus5 [29], iLoc-Gpos6 [48] e iLoc-Gneg7 [51]. Estes, à semelhança

do Cell-PLoc [35] e Cell-PLoc 2.0 [36] são capazes de prever a localização subcelular

de proteínas em humanos, eucariotas, plantas, vírus, bactérias gram-positivas e bacté-

rias gram-negativas, respectivamente. Para além disso, todos eles são capazes de lidar

1http://www.jci-bioinfo.cn/iLoc-Cell
2http://www.jci-bioinfo.cn/iLoc-Hum
3http://www.jci-bioinfo.cn/iLoc-Euk
4http://www.jci-bioinfo.cn/iLoc-Plant
5http://www.jci-bioinfo.cn/iLoc-Virus
6http://www.jci-bioinfo.cn/iLoc-Gpos
7http://www.jci-bioinfo.cn/iLoc-Gneg
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Tabela 2.3: Comparação entre os diferentes predictores para previsão da localização subcelular de
proteínas humanas, através do LOOCVa.

Versão Predictor Input OAAb OLAc ACCd HLe Referências

49.3f Hum-PLoc
ACg + Seqh

- 0.811 - - [37]

50.7f Hum-mPLoc - 0.708 - - [9]

55.3f

Hum-mPLoc

Seqh

- 0.381 - - [9]
Hum-mPLoc 2.0 - 0.627 - - [1]
iLoc-Hum 0.682 0.763 - - [2]

mLASSO 0.729 0.820 0.814 0.029 [10]
mEN 0.743 0.836 0.827 0.028 [10]

a Leave-one-out cross-validation;
b Overall Actual Accuracy;
c Overall Locative Accuracy;
d Accuracy
e Hamming Loss
f 49.3 (21-Mar-2006); 50.7 (19-Sept-2006) e 55.3 (29-Apr-2008)
g Número de acesso da proteína;
h Sequência proteica.

com proteínas que estão localizadas em, ou que se movem entre, duas ou mais regiões

subcelulares (Tabela 2.4).

Tabela 2.4: iLoc: predictores para previsão da localização subcelular de proteínas em seis organis-
mos/espécies.

Predictor Organismo/Espécie
Localização
Múltipla

Número de
Localizações

Referências

iLoc-Hum Humanos Sim 14 [2]
iLoc-Euk Eucariotas Sim 22 [28]
iLoc-Plant Plantas Sim 12 [41]
iLoc-Virus Vírus Sim 6 [29]
iLoc-Gpos Bact. Gram+a Sim 4 [48]

iLoc-Gneg Bact. Gram−b Sim 8 [51]

a bactéria gram-positiva;
b bactéria gram-negativa.

No entanto, ao contrário dos predictores Cell-PLoc [35] e Cell-PLoc 2.0 [36], os

predictores iLoc-Cell utilizam uma abordagem diferente para construção dos vectores

de referência das proteínas. Em vez de atribuírem os valores 0 e 1 aos elementos do

vector (presença ou ausência de termos GO), estes utilizam a percentagem de proteínas

homólogas que estão associadas a cada termo GO [2]. Por outro lado, em vez de usarem

tanto as informações sobre a evolução sequencial (secção 2.1.1.5) e sobre o domínio

funcional (secção 2.1.1.4), o iLoc-Cell [2, 29, 41, 48, 51] utilizam apenas a primeira
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abordagem como complemento da GO (secção 2.1.2).

Do ponto de vista de classi�cação, os predictores iLoc-Cell [2, 28, 29, 41, 48, 51]

utilizam o classi�cador AL-KNN (Accumulation-label K-nearest neighbor)1 para prever

a localização subcelular das proteínas (Tabela 2.2).

Posto isto, o processo de previsão através dos predictores iLoc-Cell [2] pode ser

dividido em duas situações (Figura 2.2):

1. Se a proteína em estudo puder ser representada através da abordagem GO (secção

2.1.2), então PGO será utilizado para determinar as localizações subcelulares das

proteínas.

2. Se a proteína em estudo não tiver homologias signi�cativas com nenhuma proteína

na base de dados Swiss-Prot ou se não tiver nenhum termo GO a ela associada,

então PSeqEvo será utilizado para a previsão (secção 2.1.1.5).

Figura 2.2: Representação do processo de previsão dos predictores iLoc-Cell (iLoc-Hum, iLoc-Euk,
iLoc-Plant, iLoc-Gpos e iLoc-Gneg) (Figura extraída de Chou et al. [2]).

2.6.3 PolyU-Loc

PolyU-Loc é um conjunto de sete predictores capazes de prever a localização de proteínas

em diferentes organismos (humanos, eucariotas, plantas, vírus): GOASVM2 [38, 39],

1formulação matemática detalhada em [2]
2http://bioinfo.eie.polyu.edu.hk/mGoaSvmServer/GOASVM.html
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mGOASVM1 [42], HybridGO-Loc2 [43], R3P-Loc3 [12], mPLR-Loc4 [11], mLASSO5

[3, 10] e mEN6 [10]. Com excepção do primeiro, todos conseguem prever a localização

de proteínas que estão localizadas em, ou que se movem entre, duas ou mais regiões

subcelulares (Tabela 2.5).

Tabela 2.5: PolyU: predictores para previsão da localização subcelular de proteínas em seis organis-
mos/espécies

Predictor Organismo/Espécie
Localização
Múltipla

Número de
Localizações

Referências

GOASVM
Humanos Não 12

[38, 39]
Eucariotas Não 16

mGOASVM
Plantas Sim 12

[42]
Vírus Sim 6

HybridGO-Loc
Plantas Sim 12

[43]
Vírus Sim 6

R3P-Loc
Eucariotas Sim 22

[12]
Plantas Sim 12

mPLR-Loc
Eucariotas Sim 22

[11]
Plantas Sim 12

mLASSO Humanos Sim 14 [3, 10]

mEN Humanos Sim 14 [10]

Muitos predictores multi-label, como o Cell-PLoc 2.0 (secção 2.6.1) [36], iLoc-Cell

(secção 2.6.2) [2, 28, 29, 41, 48, 51], mGOASVM [42], HybridGO-Loc [43], R3P-Loc

[12] e mPLR-Loc [11], usam a informação GO como representação das proteínas e apli-

cam vários classi�cadores diferentes para a previsão. No entanto, de acordo com Wan

et al. [10], devido à elevada dimensão dos vectores, esses predictores têm duas grandes

desvantagens. A primeira é a falta de interpretabilidade, ou seja, os predictores

dão informações sobre a localização subcelular das proteinas, mas não fornecem razões

biológicas para tal. Este é, possivelmente, um problema comum para a maioria das abor-

dagens baseadas na aprendizagem automática, pois, geralmente, é difícil correlacionar

características estatísticas de dados biológicas com fenómenos biológicos. A segunda é

a susceptibilidade a over�tting , isto é, o número de termos GO extraídos a partir

1http://bioinfo.eie.polyu.edu.hk/mGoaSvmServer/mGOASVM.html
2http://bioinfo.eie.polyu.edu.hk/HybridGoServer/
3http://bioinfo.eie.polyu.edu.hk/R3PLocServer/
4http://bioinfo.eie.polyu.edu.hk/mPLRLocServer/
5http://bioinfo.eie.polyu.edu.hk/SpaPredictorServer/
6http://bioinfo.eie.polyu.edu.hk/SpaPredictorServer/
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de bases de dados de conhecimento (e.g. GOA) é consideravelmente maior do que o nú-

mero de proteínas de interesse. A maioria dos predictores constroem vectores de termos

GO de elevada dimensão, onde é provável que hajam muitos que sejam irrelevantes ou

redundantes [10].

Para contornar a falta de interpretabilidade e a susceptibilidade a over�tting, foram

desenvolvidos dois servidores web, mLASSO [3, 10] e mEN [10], os quais são capazes de

prever e interpretar a localização subcelular de proteínas humanas localizadas em, ou

que se movem entre, duas ou mais regiões subcelulares.

Como referido anteriormente, para uma dada proteína, o predictor deve conseguir

lidar com dois tipos de situações: (1) o número de acesso da proteína é conhecido e (2)

apenas a sequência proteica é conhecida. Para o primeiro caso, os respectivos termos GO

são extraídos directamente da base de dados GOA usando os números de acesso como

chave para a pesquisa. Para o segundo caso, o BLAST [127] é utilizado para encontrar

os números de acesso das proteínas homólogas, os quais serão utilizados para extrair

os termos GO [12]. Enquanto que a base de dados GOA permite associar o número de

acesso da proteína a um conjunto de termos GO, para algumas proteínas (ou mesmo para

as suas homólogas) não é possível associar qualquer termo GO. Nesses casos, a maioria

dos predictores utiliza métodos alternativos. No entanto, essas estratégias podem levar

a um mau desempenho do predictor e a um aumento da complexidade computacional

e de armazenamento [12].

Para evitar estes problemas, Wan et al. [12] criaram duas bases de dados pequenas

e e�cientes: ProSeq (base de dados de sequências) e ProSeq-GO (base de dados de

termos GO). Para isso, todos os números de acesso da base de dados Swiss-Prot e os

números de acesso válidos (os que têm pelo menos um termo GO anotado a ele) da

base de dados GOA foram extraídos. Em seguida, foram seleccionados os números de

acesso em comum - "Valid Swiss-Prot ACs" (ou seja, cada um deles corresponde a pelo

menos um termo GO na base de dados GOA). Estes, por sua vez, foram utilizados

para extrair as sequências proteicas da base de dados Swiss-Prot e, assim, construir a

nova base de dados de sequências (ProSeq). Da mesma forma, usando esses números

de acesso, os termos GO foram extraídos da base de dados GOA para a nova base de

dados (ProSeq-GO) (Figura 2.3) [12]. Assim, para uma dada proteína, os servidores

web mLASSO e mEN podem recorrer às duas bases de dados para extrair e construir

os vector de termos GO.
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Figura 2.3: Representação dos (a) procedimentos para a criação das bases de dados ProSeq e ProSeq-
GO e (b) contrução dos vectores de termos GO para os predictores mLASSO e mEN (Figura adaptada
de Wan et al. [3]).

Através da estratégia one-vs-rest, mLASSO e mEN identi�caram 87 e 429 (de mais

de 8000) termos GO, respectivamente, que desempenham um papel essencial na deter-

minação da localização subcelular. De salientar que a maioria dos termos GO seleccio-

nados pelo mEN pertencem às categorias processo biológico e função molecular, o que

sugere que os termos GO dessas categorias também desempenham um papel vital na

previsão da localização subcelular, como referido anteriormente. Com estes termos GO

essenciais, não �camos a saber apenas onde a proteína está localizada mas, também,

o motivo biológico pelo qual isso acontece [10]. Posto isto, os vectores representativos

das proteínas serão 87-D (mLASSO) e 429-D (mEN), onde cada elemento corres-

ponde ao número de ocorrências de um dado termo GO. Posteriormente, estes serão

classi�cados através dos classi�cadores LASSO (Least absolute shrinkage and selection

operator)1 e EN (Elastic net)1, respectivamente (Tabela 2.2) [10].

Em suma, ambos os predictores mLASSO e mEN são interpretativos e têm um

desempenho melhor do que os restantes predictores existentes. Porém, mEN selecciona

mais termos GO relevantes do que mLASSO tendo, por isso, melhor taxa de sucesso

global (Tabela 2.3) [10].

1formulação matemática detalhada em [10]
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Capítulo 3

Previsão da Localização Subcelular

das Proteínas

Como referido anteriormente, o objectivo primordial deste projecto foi prever a locali-

zação subcelular das proteínas codi�cadas por 800 genes humanos envolvidos no tráfego

da CFTR. Uma vez que proteínas localizadas em determinados compartimentos intrace-

lulares possuem características em comum, os algoritmos de aprendizagem automática

podem ser úteis na previsão da localização subcelular de proteínas. Assim, durante

o processo de aprendizagem, um conjunto de dados é utilizado para estimar os parâ-

metros de classi�cação e testar o classi�cador, permitindo a construção de um modelo

de previsão. Este, por sua vez, será a base sobre a qual as previsões serão feitas num

conjunto de dados com classi�cação desconhecida [145]. O processo de aprendizagem

e previsão foi realizado através do software MEKA [20, 21], uma extensão do WEKA

[20] para previsão multi-label. Os resultados obtidos pela aplicação dos modelos de pre-

visão foram, então, comparados com as localizações subcelulares extraídas da base de

dados UniProtKB/Swiss-Prot [122] e com as localizações subcelulares previstas pelos

predictores mLASSO [10] e mEN [10].

3.1 Conjunto de dados

3.1.1 Conjunto de dados de treino

O conjunto de dados de treino utilizado neste estudo para avaliar o desempenho dos

algoritmos foi construído por Shen and Chou [1] e utilizado em diferentes estudos de
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previsão da localização subcelular de proteínas humanas [2, 3, 10]. Este conjunto de

dados foi elaborado especialmente para proteínas humanas, cobrindo até 14 localiza-

ções subcelulares (centrossoma, citoplasma, citoesqueleto, retículo endoplasmático, en-

dossoma, espaço extracelular, complexo de Golgi, lisossoma, microssoma, mitocôndria,

núcleo, peroxissoma, membrana plasmática e sinapse). Para além disso, inclui proteínas

com múltiplas localizações e nenhuma das proteínas tem mais de 25% de identidade de

sequência com outra dentro do mesmo subconjunto (localização subcelular). O mesmo

é constituído por 3681 proteínas locativas (3106 proteínas diferentes) distribuídas pelas

14 localizações subcelulares. Das 3106 proteínas, 2580 estão associadas a apenas uma

localização subcelular, 480 a duas, 43 a três e 3 a quatro localizações subcelulares [1].

A Tabela 3.1 compara as diferentes versões do conjunto de dados utilizado (dataset 3).

Tabela 3.1: Comparação entre três conjuntos de dados utilizados para a prever a localização subcelular
de proteínas humanas

Dataset 1a Dataset 2b Dataset 3c

Versão 49.3 Versão 50.7 Versão 55.3
Localizações (31-Mar-2006) (19-Sept-2006) (29-Apr-2008)

centrossoma 20 39 77
citoplasma 155 633 817
citoesqueleto 12 47 79
retículo endoplasmático 28 157 229
endossoma - 48 24
espaço extracelular 140 325 385
complexo de Golgi 33 112 161
lisossoma 32 63 77
microssoma 7 15 24
mitocôndria 125 307 364
núcleo 196 877 1021
peroxissoma 18 46 47
membrana plasmática 153 455 354
sinápse - 10 22

TOTAL
Proteínas locativas 919 3134 3681
Proteínas diferentes 919d 2750e 3106f

a Utilizado pelo predictor Hum-PLoc [37];
b Utilizado pelo predictor Hum-mPLoc [9, 35];
c Utilizado pelos predictores Hum-mPLoc 2.0 [1, 36]; iLoc-Hum [2]; mLASSO-Hum [3, 10];
mLASSO e mEN [10];
d Todas as proteínas pertencem a uma e só uma localização;
e Das 2750 proteínas diferentes, 2396 pertencem apenas a uma localização, 325 a duas
localizações, 28 a três localizações e 1 a quatro localizações;
f Das 3016 proteínas diferentes, 2580 pertencem apenas a uma localização, 480 a duas
localizações, 43 a três localizações e 3 a quatro localizações.
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3.1.2 Conjunto de dados para previsão

Para prever a localização subcelular das proteínas codi�cadas por 800 genes huma-

nos, os Ensembl IDs dos mesmos foram convertidos em UniProtKB/Swiss-Prot IDs

(proteínas). Posto isto, determinou-se que, desses 800 genes, 7 (ENSG00000144596,

ENSG00000168970, ENSG00000234616, ENSG00000249209, ENSG00000249624, ENS�

G00000261408, ENSG00000266028) não codi�cam nenhuma proteína anotada na base

de dados UniProtKB/Swiss-Prot. Por outro lado, 790 genes codi�cam apenas uma pro-

teína, enquanto que os genes ENSG00000020256, ENSG00000206503 e ENSG00000087460,

codi�cam, respectivamente, duas, três e quatro proteínas anotadas na base de dados

UniProtKB/Swiss-Prot. Assim, apenas foi possível prever a localização de 799 proteí-

nas (codi�cadas por 793 genes).

3.1.3 Construção dos vectores representativos das proteínas

O processo de construção dos vectores representativos das proteínas envolve duas etapas:

(1) extracção dos termos GO e (2) construção dos vectores de termos GO.

Na primeira etapa, os termos GO das proteínas em estudo foram extraídos da base de

dados QuickGO1 [146]. No entanto, algumas proteínas não têm termos GO associados

e, por isso, o vector representativo das mesmas é nulo. Como tal, para estes casos, as

sequências proteicas das mesmas foram utilizadas para extrair, através do BLAST (com

e-value = 0.001), os números de acesso das suas proteínas homólogas. Estes, por sua

vez, foram sucessivamente utilizados, por ordem decrescente de resultado, até que pelo

menos um termo GO fosse encontrado.

Da perspectiva de construção dos vectores de termos GO há dois factores a ter em

conta: (1) dimensão do vector e (2) elementos do vector. Para explorar várias possibili-

dades, foram utilizadas diferentes abordagens de construção dos vectores. Assim, foram

criados seis conjuntos de dados de treino diferentes:

� Conjunto de dados de treino T-A1 (10165-D, 0-1): vectores com dimensão

10165-D (todos os termos GO distintos para as proteínas em estudo), onde cada

elemento corresponde a 0 ou 1 (Valor 1-0);

1https://www.ebi.ac.uk/QuickGO/
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� Conjunto de dados de treino T-A2 (10165-D, TF): vectores com dimensão

10165-D (todos os termos GO distintos para as proteínas em estudo), onde cada

elemento corresponde à frequência do termo GO (TF);

� Conjunto de dados de treino T-B1 (429-D, 0-1): vectores com dimensão

429-D (termos GO essenciais obtidos por Wan et al. [10] através do classi�cador

mEN), onde cada elemento corresponde a 0 ou 1 (Valor 1-0);

� Conjunto de dados de treino T-B2 (429-D, TF): vectores com dimensão

429-D (termos GO essenciais obtidos por Wan et al. [10] através do classi�cador

mEN), onde cada elemento corresponde à frequência do termo GO (TF);

� Conjunto de dados de treino T-C1 (87-D, 0-1): vectores com dimensão

87-D (termos GO essenciais obtidos por Wan et al. [10] através do classi�cador

mLASSO), onde cada elemento corresponde a 0 ou 1 (Valor 1-0);

� Conjunto de dados de treino T-C2 (87-D, TF): vectores com dimensão

87-D (termos GO essenciais obtidos por Wan et al. [10] através do classi�cador

mLASSO), onde cada elemento corresponde à frequência do termo GO (TF).

A mesma abordagem foi aplicada aos conjuntos de dados para previsão, originando

seis conjuntos de dados diferentes: P-A1 (10165-D, 1-0), P-A2 (10165-D, TF), P-B1

(429-D, 1-0), P-B2 (429-D, TF), P-C1 (87-D, 1-0) e P-C2 (87-D, TF).

3.2 Processo de Aprendizagem e Previsão

O processo de aprendizagem para previsão da localização subcelular de proteínas foi rea-

lizado através do software MEKA [20, 21]. Este software foi criado para aplicar e avaliar

a classi�cação multi-label através de diferentes métodos de transformação do problema

(secção 2.3), os quais, por sua vez, utilizam métodos single-label como classi�cadores

base [21].

Posto isto, os modelos de previsão foram gerados pelos algoritmos BR, LC e CC,

juntamente com os classi�cadores base single-label SMO, PART e J48 (secção 2.3).

Assim, cada um dos seis conjuntos de dados de treino criados anteriormente (T-A1, T-

A2, T-B1, T-B2, T-C1 e T-C2) foi submetido no software MEKA [20, 21] e classi�cado

pelos conjuntos de classi�cadores BR-SMO, BR-PART, BR-J48, CC-SMO, CC-PART,
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CC-J48, LC-SMO, LC-PART e LC-J48, que foram avaliados através do método 10-fold

cross-validation (secção 2.4).

Posteriormente, os conjuntos de dados e classi�cadores com melhor desempenho

foram submetidos novamente no software MEKA [20, 21] e avaliados através do método

LOOCV (secção 2.4). De salientar que este método é computacionalmente mais exigente

que o 10-fold cross-validation, no entanto, é mais e�ciente, sendo, por isso, utilizado

pelos principais predictores de localização subcelular de proteínas humanas (secção 2.6).

Em seguida, os modelos de previsão gerados foram aplicados aos respectivos conjuntos

de dados para previsão das localizações subcelulares.

Complementarmente, as localizações subcelulares das 799 proteínas em estudo fo-

ram, também, previstas pelos predictores mLASSO e mEN [10]1 (secção 2.6.3).

Por último, os resultados obtidos nos processos anteriores foram comparados com as

localizações subcelulares presentes na base de dados UniProtKB/Swiss-Prot [122] para

cada proteína, as quais foram extraídas seguindo dois critérios: (1) extracção de todas

as localizações subcelulares associadas a cada proteína e (2) extração das localizações

subcelulares associadas a cada proteína e que foram determinadas experimentalmente.

Como referido anteriormente, apenas foram consideradas 14 localizações subcelulares:

Centrosome [SL-0048], Cytoplasm [SL-0086], Cytoskeleton [SL-0090], Endoplasmic re-

ticulum [SL-0095], Endosome [SL-0101], Extracellular space [SL-0112], Golgi apparatus

[SL-0132], Lysosome [SL-0158], Microsome [SL-0166], Mitochondrion [SL-0173], Nu-

cleus [SL-0191], Peroxisome [SL-0204], Cell membrane [SL-0039] e Synapse [SL-0258].

3.3 Resultados

3.3.1 Avaliação dos classi�cadores através do método 10-fold cross

validation

As Tabelas 3.2 e 3.3 apresentam os resultados da aplicação dos diferentes classi�cadores

aos seis conjuntos de dados de treino. Em termos gerais, é possível observar que a

abordagem que recorre ao número de vezes que um termo GO surge anotado a uma

dada proteína (TF) apresenta uma taxa de sucesso global média superior (OAA =

0,686, OLA = 0,785) à abordagem que utiliza apenas a presença ou ausência de um

termo GO (1-0) (OAA = 0,632, OLA = 0,756). Admitindo que uma proteína possa ser

1http://bioinfo.eie.polyu.edu.hk/SpaPredictorServer/
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anotada por diferentes grupos de investigação a diferentes ou até contraditórios termos

GO, existe a possibilidade de ocorrer inconsistências nas anotações, o que pode afectar

negativamente o desempenho dos métodos baseados em aprendizagem automática [7].

Por outro lado, o mesmo termo GO pode aparecer anotado mais do que uma vez à mesma

proteína, sendo que cada anotação está associada a uma evidência ou base de dados

diferente. Isto signi�ca que quanto maior for a frequência que um termo GO é usado

para anotar uma dada proteína, mais vezes a anotação foi con�rmada por diferentes

grupos de investigação e mais credível será essa anotação [7]. Assim, a utilização da

abordagem TF realça os termos GO anotados com mais frequência. De salientar que as

restantes métricas de desempenho (accuracy, precision, recall, F1-score, hamming loss,

under-prediction, equal-prediction e over-prediction) também apresentaram melhores

resultados médios quando utilizada a abordagem TF.

Por sua vez, de acordo com as métricas de desempenho OAA, accuracy, precision,

F1-score, under-, equal- e over-prediction, os métodos LC e CC são, em média, superiores

ao método BR. Em concreto, os métodos LC, CC e BR atingiram uma OAA média de

0,673, 0,662 e 0,642, respectivamente. Por outro lado, o método BR obteve uma OLA

média superior (0,786) relativamente aos métodos LC (0,745) e CC (0,780), o que pode

ser justi�cado por uma over-prediction relativamente aos restantes métodos. Para além

disso, é importante salientar que, como referido anteriormente, ao contrário do método

BR, os métodos LC e CC consideram a relação entre labels (localizações subcelulares).

Quanto aos classi�cadores base single-label, o SMO obteve, em média, um desempenho

superior (OAA = 0,668) do que os classi�cadores J48 (OAA = 0,659) e PART (OAA =

0,650).

Por último, a utilização dos termos GO mais relevantes, seleccionados pelos pre-

dictores mLASSO e mEN [10], apresentaram um desempenho médio superior quando

comparado com a abordagem que extraiu todos os termos GO associados a cada pro-

teína. Por outro lado, os conjuntos de dados T-C2 (OAA = 0,691, OLA = 0,786) e

T-B2 (OAA = 0,691, OLA = 0,791) apresentaram, em média, melhores resultados que

os restantes. Desta forma, o conjunto de dados de treino T-B2, quando classi�cado pelos

algoritmos CC-SMO, CC-J48 e LC-SMO, e conjunto de dados T-C2, quando classi�-

cado pelos algoritmos CC-SMO, CC-J48, LC-SMO e LC-J48, apresentaram uma OAA

superior a 69,2%.
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3.3 Resultados

Tabela 3.2: Resultados da aplicação dos classi�cadores BR (SMO, PART e J48), CC (SMO, PART e
J48) e LC (SMO, PART e J48) aos conjuntos de dados (A) T-A1 (10165-D, 1-0), (B) T-B1 (429-D, 1-0)
e (C) T-C1 (87-D, 1-0) para previsão das localizações subcelulares de proteínas humanas. O método
usado para avaliar os classi�cadores foi o 10-fold cross-validation.
OAA: overall actual accuracy; OLA: overall locative accuracy; F1: F1-score; HL: hamming loss; UP:
under-prediction; EP: equal-prediction; OP: over-prediciton.

(A) T-A1 (10165-D, 1-0)
BR CC LC

SMO PART J48 SMO PART J48 SMO PART J48

OAA 0,618 0,577 0,588 0,630 0,603 0,602 0,683 0,621 0,639
OLA 0,781 0,747 0,807 0,777 0,733 0,780 0,751 0,705 0,697

Accuracy 0,734 0,690 0,721 0,739 0,705 0,720 0,763 0,706 0,717
Precision 0,771 0,724 0,749 0,777 0,750 0,754 0,818 0,756 0,775

Recall 0,815 0,772 0,829 0,809 0,763 0,805 0,793 0,743 0,739
F1 0,773 0,729 0,766 0,776 0,739 0,760 0,791 0,735 0,743
HL 0,039 0,044 0,042 0,040 0,043 0,042 0,037 0,048 0,045
UP 0,171 0,177 0,228 0,151 0,126 0,186 0,064 0,098 0,056
EP 0,703 0,659 0,657 0,738 0,719 0,700 0,812 0,780 0,808
OP 0,127 0,164 0,115 0,110 0,155 0,115 0,124 0,122 0,136

(B) T-B1 (429-D, 1-0)
BR CC LC

SMO PART J48 SMO PART J48 SMO PART J48

OAA 0,627 0,606 0,620 0,643 0,627 0,645 0,677 0,631 0,650
OLA 0,797 0,758 0,783 0,787 0,746 0,755 0,751 0,724 0,725

Accuracy 0,745 0,715 0,733 0,750 0,724 0,737 0,760 0,721 0,729
Precision 0,778 0,753 0,769 0,790 0,770 0,782 0,816 0,773 0,777

Recall 0,829 0,791 0,813 0,819 0,778 0,786 0,791 0,762 0,763
F1 0,784 0,753 0,771 0,787 0,758 0,768 0,789 0,753 0,757
HL 0,038 0,041 0,039 0,038 0,041 0,039 0,037 0,044 0,043
UP 0,175 0,159 0,167 0,145 0,116 0,106 0,066 0,093 0,077
EP 0,704 0,682 0,694 0,750 0,745 0,759 0,811 0,788 0,808
OP 0,121 0,159 0,139 0,106 0,138 0,135 0,124 0,119 0,116

(C) T-C1 (87-D, 1-0)
BR CC LC

SMO PART J48 SMO PART J48 SMO PART J48

OAA 0,631 0,615 0,632 0,653 0,636 0,652 0,679 0,637 0,642
OLA 0,794 0,753 0,780 0,786 0,747 0,757 0,744 0,724 0,729

Accuracy 0,744 0,717 0,739 0,757 0,731 0,744 0,760 0,725 0,729
Precision 0,777 0,755 0,777 0,799 0,778 0,793 0,818 0,779 0,783

Recall 0,827 0,785 0,811 0,820 0,781 0,793 0,785 0,762 0,767
F1 0,783 0,752 0,776 0,792 0,764 0,777 0,787 0,755 0,759
HL 0,037 0,041 0,038 0,037 0,041 0,039 0,037 0,044 0,043
UP 0,169 0,146 0,151 0,131 0,111 0,101 0,057 0,089 0,083
EP 0,705 0,707 0,719 0,765 0,762 0,776 0,813 0,789 0,796
OP 0,126 0,147 0,130 0,104 0,127 0,122 0,130 0,121 0,121
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Tabela 3.3: Resultados da aplicação dos classi�cadores BR (SMO, PART e J48), CC (SMO, PART e
J48) e LC (SMO, PART e J48) aos conjuntos de dados (A) T-A2 (10165-D, TF), (B) T-B2 (429-D, TF)
e (C) T-C2 (87-D, TF) para previsão das localizações subcelulares de proteínas humanas. O método
usado para avaliar os classi�cadores foi o 10-fold cross-validation.
OAA: overall actual accuracy; OLA: overall locative accuracy; F1: F1-score; HL: hamming loss; UP:
under-prediction; EP: equal-prediction; OP: over-prediciton.

(A) T-A2 (10165-D, TF)
BR CC LC

SMO PART J48 SMO PART J48 SMO PART J48

OAA 0,629 0,678 0,681 0,659 0,685 0,693 0,683 0,682 0,690
OLA 0,738 0,806 0,825 0,751 0,797 0,813 0,733 0,752 0,776

Accuracy 0,714 0,771 0,779 0,742 0,777 0,787 0,753 0,755 0,768
Precision 0,750 0,803 0,809 0,786 0,819 0,827 0,809 0,799 0,809

Recall 0,765 0,834 0,848 0,782 0,829 0,842 0,770 0,789 0,808
F1 0,743 0,803 0,812 0,770 0,809 0,819 0,777 0,781 0,795
HL 0,038 0,032 0,031 0,040 0,033 0,032 0,039 0,040 0,037
UP 0,110 0,131 0,143 0,091 0,109 0,117 0,043 0,080 0,087
EP 0,704 0,741 0,740 0,796 0,774 0,772 0,831 0,818 0,820
OP 0,185 0,128 0,117 0,113 0,117 0,111 0,126 0,102 0,093

(B) T-B2 (429-D, TF)
BR CC LC

SMO PART J48 SMO PART J48 SMO PART J48

OAA 0,684 0,682 0,679 0,712 0,685 0,699 0,717 0,683 0,682
OLA 0,774 0,812 0,826 0,790 0,809 0,821 0,760 0,758 0,772

Accuracy 0,760 0,778 0,781 0,787 0,783 0,792 0,786 0,763 0,766
Precision 0,795 0,813 0,813 0,829 0,825 0,832 0,844 0,810 0,812

Recall 0,802 0,841 0,852 0,821 0,839 0,847 0,801 0,799 0,806
F1 0,786 0,811 0,815 0,812 0,816 0,824 0,810 0,791 0,795
HL 0,031 0,032 0,032 0,033 0,033 0,031 0,033 0,039 0,037
UP 0,088 0,131 0,148 0,072 0,117 0,115 0,032 0,084 0,090
EP 0,742 0,743 0,733 0,830 0,771 0,778 0,840 0,805 0,807
OP 0,170 0,126 0,119 0,097 0,112 0,107 0,128 0,111 0,103

(C) T-C2 (87-D, TF)
BR CC LC

SMO PART J48 SMO PART J48 SMO PART J48

OAA 0,665 0,676 0,673 0,712 0,690 0,692 0,722 0,691 0,702
OLA 0,747 0,802 0,825 0,784 0,801 0,810 0,758 0,763 0,787

Accuracy 0,739 0,769 0,776 0,786 0,780 0,785 0,790 0,770 0,783
Precision 0,775 0,801 0,809 0,832 0,823 0,824 0,849 0,821 0,827

Recall 0,776 0,833 0,849 0,817 0,830 0,840 0,802 0,800 0,823
F1 0,763 0,801 0,811 0,812 0,811 0,817 0,813 0,797 0,811
HL 0,032 0,034 0,033 0,033 0,033 0,033 0,032 0,037 0,035
UP 0,077 0,132 0,148 0,066 0,108 0,116 0,026 0,072 0,084
EP 0,722 0,746 0,737 0,832 0,778 0,779 0,840 0,817 0,818
OP 0,200 0,122 0,115 0,102 0,114 0,106 0,134 0,111 0,098
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3.3.2 Avaliação dos classi�cadores através do método Leave-one-out

cross-validation

Os conjuntos de dados e classi�cadores com melhor desempenho foram submetidos no-

vamente no software MEKA [20, 21] e re-avaliados através do método LOOCV. Assim,

os classi�cadores CC-SMO, CC-J48 e LC-SMO foram aplicados ao conjunto de dados

de treino T-B2 (429-D, TF) e os classi�cadores CC-SMO, CC-J48, LC-SMO e LC-J48

ao conjunto de dados de treino T-C2 (87-D, TF).

Os modelos de previsão gerados pelo MEKA [20, 21] atingiram uma taxa global de

sucesso entre 69,2 e 72,3% (OAA) ou entre 76,1 e 80,3% (OLA). Comparativamente com

os principais predictores existentes para previsão da localização subcelular de proteínas

humanas (secção 2.6), os sete modelos de previsão gerados pelo MEKA [20, 21] apre-

sentaram um desempenho superior aos predictores Hum-mPLoc 2.01 (OLA = 0,627)

[1] e iLoc-Hum (OAA = 0,682 e OLA = 0,763) [2] e inferior aos predictores mLASSO

(OAA = 0,729 e OLA = 0,820) [10] e mEN (OAA = 0,743 e OLA = 0,836) [10]. Em

particular, o classi�cador LC-SMO obteve uma OAA igual a 0,723, quando aplicado

ao conjunto de dados TC-2, e 0,720, quando aplicado ao conjunto de dados TB-2, ou

seja, apenas 1 e 2,5% inferior aos predictores mLASSO e mEN [10], respectivamente.

Por outro lado, o classi�cador CC-J48 obteve uma OLA apenas 1,7 e 3,3% inferior aos

predictores mLASSO e mEN [10], respectivamente.

Como se pode constatar pela Tabela 3.4, o mEN [10] apresentou, relativamente aos

restantes predictores, um desempenho superior na previsão das localizações centrossoma

(0,779) e lisossoma (0,961). Por sua vez, o predictor mLASSO [10] teve um resultado su-

perior na previsão das localizações citoplasma (0,856) e retículo endoplasmático (0,847),

enquanto que o predictor T-C2/LC-J48 nas localizações endossoma (0,583), espaço ex-

tracelular (0,878) e membrana plasmática (0,797). Tanto o mEN como o mLASSO [10]

previram correctamente a localização de 92,3% das proteínas locativas localizadas na

mitocôndria e 90,4% das proteínas locativas localizadas no núcleo; e tanto o mEN [10]

como o T-C2/LC-J48 59,1% das proteínas locativas localizadas na sinapse. Por outro

lado, o predictor T-B2/CC-J48 previu correctamente 80,7 e 87,2% das proteínas loca-

tivas localizadas no complexo de Golgi e no peroxissoma, assim como, juntamente com

o predictor T-C2/CC-J48, 75% das proteínas locativas localizadas no microssoma.

1OLA não disponível
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3.3 Resultados

De salientar que a mitocôndia e o núcleo foram as localizações que, em média, fo-

ram mais fáceis de prever, com uma taxa de sucesso entre 87 e 92% e entre 83 e 90%,

respectivamente, seguindo-se o lisossoma (77 a 96%), o peroxisoma (72 a 87%), o es-

paço extracelular (70 a 88%), o retículo endoplasmático (76 a 85%), o citoplasma (72

a 86%), a membrana plasmática (71 a 80%) e o complexo de Golgi (61 a 81%). Pelo

contrário, o citoesqueleto (35 a 53%), o endossoma (0 a 58%) e a sinapse (14 a 59%)

foram as localizações que apresentaram, em média, uma taxa de sucesso inferior a 50%.

Um dos motivos para tal pode ser o facto do conjunto de dados de treino ser despro-

porcional quanto número de proteínas associadas a cada localização. Por exemplo, as

localizações núcleo, citoplasma, expaço extracelular, mitocôndria e membrana plasmá-

tica estão associadas a 1021, 817, 385, 364 e 354 proteínas, respectivamente, entre as

3106 que pertencem ao conjunto de dados e treino. Por outro lado, as localizações

citoesqueleto, endossoma, microssoma e sinapse estão associadas a apenas 79, 24, 24 e

22 proteínas, respectivamente, do conjunto de dados de treino, o que pode di�cultar a

tarefa de aprendizagem.

3.3.2.1 Localização subcelular das proteínas do conjunto de dados para

previsão

Após a criação dos modelos de previsão, os modelos T-B2/CC-SMO, T-B2/CC-J48

e T-B2/LC-SMO foram aplicados ao conjunto de dados para previsão P-B2 (429-D,

TF) e os modelos T-C2/CC-SMO, T-C2/CC-J48, T-C2/LC-SMO e T-C2/LC-J48 ao

conjunto de dados para previsão P-C2 (87-D, TF). A Tabela 3.5 apresenta o número

de proteínas locativas associadas a cada localização, de acordo com a aplicação dos

modelos de previsão gerados pelo MEKA [20, 21] e dos predictores mLASSO e mEN [10],

assim como das localizações extraídas da base de dados UniProtKB/Swiss-Prot [122].

De relembrar que as localizações foram extraídas da base de dados UniProtKB/Swiss-

Prot [122] seguindo dois critérios: (1) extracção de todas as localizações associadas a

cada proteína e (2) extracção das localizações associadas a cada proteína e que foram

determinadas experimentalmente. De forma geral, o citoplasma, o núcleo e a membrana

celular foram as localizações subcelulares previstas para o maior número de proteínas.

Pelo contrário, as localizações subcelulares citoesqueleto, o endossoma e o peroxissoma

foram atribuídas a menos de 10 proteínas. Por outro lado, os predictores T-B2/CC-

SMO, T-B2/LC-SMO, T-C2/CC-SMO e T-C2/LC-SMO não associaram nenhuma das
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3. PREVISÃO DA LOCALIZAÇÃO SUBCELULAR DAS PROTEÍNAS

799 proteínas em estudo ao endossoma e os predictores T-C2/CC-SMO e T-C2/LC-

SMO previram que nenhuma proteína está localizada no microssoma.

De acordo com as Tabelas 3.5 e 3.6, todos os predictores foram capazes de associar

pelo menos uma localização subcelular a cada uma das 799 proteínas, excepto os pre-

dictores T-B2/CC-J48 e o T-C2/CC-J48, que apenas conseguiram prever a localização

subcelular de 695 e 697 proteínas, respectivamente, entre as 799 em estudo. Por sua vez,

recorrendo à base de dados UniProtKB/Swiss-Prot [122], apenas foi possível extrair a lo-

calização subcelular de 620 proteínas, isto se considerarmos todas as localizações subce-

lulares extraídas, ou 217 proteínas, se considerarmos apenas as localizações subcelulares

determinadas experimentalmente. No entanto, a base de dados UniProtKB/Swiss-Prot

[122] está em permanente actualização, o que sugere que, no futuro, mais informações

sobre a localização subcelular das proteínas estarão disponíveis.

Tabela 3.5: Número de proteínas locativas associadas a cada localização subcelular, de acordo com os
predictores T-B2/CC-SMO, T-B2/CC-J48 e T-B2/LC-SMO, quando aplicados ao conjunto de dados
P-B2, os predictores T-C2/CC-SMO, T-C2/CC-J48, T-C2/LC-SMO e T-C2/LC-J48, quando aplicados
ao conjunto de dados P-C2, os predictores mLASSO e mEN e a base de dados UniProtKB/Swiss-Prot.
1. centrossoma; 2. citoplasma; 3. citoesqueleto; 4. retículo endoplasmático; 5. endossoma; 6. espaço
extracelular; 7. complexo de Golgi; 8. lisossoma; 9. microssoma; 10. mitocôndria; 11. núcleo; 12.
peroxissoma; 13. membrana plasmática e 14. sinapse.

P-B2 P-C2
mLASSO mEN Swiss-Prot

CC LC CC LC
SMO J48 SMO SMO J48 SMO J48 (A) (B)

1 2 5 3 3 7 6 10 6 11 11 5
2 142 135 161 145 145 159 179 153 153 188 66
3 8 9 7 6 8 7 8 3 6 31 11
4 39 44 44 39 51 46 41 43 45 55 17
5 0 6 0 0 4 0 5 2 4 19 12
6 56 76 81 55 79 89 77 72 78 20 2
7 28 32 30 30 33 28 41 29 32 38 20
8 12 19 11 12 18 11 20 14 17 17 9
9 14 18 15 0 16 0 15 4 16 18 1
10 56 60 55 52 63 53 52 64 74 67 12
11 197 185 188 197 196 177 194 212 199 210 73
12 7 6 7 5 6 5 6 8 10 8 2
13 299 195 237 303 185 239 236 253 248 194 70
14 11 8 12 13 11 12 13 11 18 17 2

T Locc 871 798 851 860 822 832 897 874 911 893 302

T Difd 799 695 799 799 697 799 799 799 799 620 217

a Swiss-Prot (A): extracção de todas as localizações subcelulares associadas a cada proteína;
b Swiss-Prot (B): extracção das localizações associadas a cada proteína determinadas experimentalmente;
c Número total de proteínas locativas;
d Número total de proteínas diferentes.

42



3.3 Resultados

Tabela 3.6: Número de proteínas que foram associadas a 0, 1, 2, ..., 14 localizações subcelulares de
acordo com os diferentes predictores e base de dados UniProtKB/Swiss-Prot.

P-B2 P-C2
mLASSO mEN Swiss-Prot

CC LC CC LC
SMO J48 SMO SMO J48 SMO J48 (A) (B)

0 0 104 0 0 102 0 0 0 0 179 582
1 729 599 752 738 583 766 704 735 709 426 152
2 68 91 44 61 106 33 92 62 86 146 51
3 2 3 1 0 5 0 3 1 1 26 11
4 0 2 2 0 3 0 0 0 0 15 1
5 0 0 0 0 0 0 0 0 1 5 1
6 0 0 0 0 0 0 0 0 0 2 1
7 0 0 0 0 0 0 0 0 0 0 0
8 0 0 0 0 0 0 0 0 0 0 0
9 0 0 0 0 0 0 0 0 0 0 0
10 0 0 0 0 0 0 0 0 1 0 0
11 0 0 0 0 0 0 0 0 0 0 0
12 0 0 0 0 0 0 0 1 1 0 0
13 0 0 0 0 0 0 0 0 0 0 0
14 0 0 0 0 0 0 0 0 0 0 0

TOTAL 799 695 799 799 697 799 799 799 799 620 217

A Tabela 3.6 indica que os predictores atribuíram à maioria das proteínas apenas

uma localização subcelular, sendo que nenhum dos modelos de previsão gerados pelo

MEKA [20, 21] atribuiu mais do que 4 localizações subcelulares a nenhuma das 799

proteínas em estudo. Na verdade, segundo os mesmos, no máximo 8 proteínas estão

localizadas em mais do que duas localizações subcelulares. Por outro lado, o mEN asso-

ciou 5 localizações subcelulares à proteína Q8TF05, 10 à proteína P22455 e, tal como o

mLASSO, 12 à proteína P30154. Por sua vez, de acordo com as localizações subcelula-

res determinadas experimentalmente extraídas da base de dados UniProtKB/Swiss-Prot

[122], 152 proteínas estão localizadas em apenas uma localização subcelular, enquanto

que 65 proteínas estão localizadas em, ou movem-se entre, duas ou mais regiões subce-

lulares.

Por último, as Tabelas 3.7 e 3.8 fazem a comparação entre as localizações previstas

pelos predictores e as localizações extraídas da base de dados UniProtKB/Swiss-Prot

[122], com base em todas as localizações subcelulares extraídas ou apenas localiza-

ções determinadas experimentalmente, respectivamente. Desta forma, apresentam, para

cada localização subcelular, a proporção de proteínas locativas determinadas pelos pre-

dictores que correspondem às extraídas da base de dados UniProtKB/Swiss-Prot [122],
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3. PREVISÃO DA LOCALIZAÇÃO SUBCELULAR DAS PROTEÍNAS

de acordo com a fórmula:

∑
|LocPredictor ∩ LocSwiss−Prot|∑

|LocSwiss−Prot|
(3.1)

Posto isto, tendo em conta todas as localizações subcelulares extraídas da base de

dados UniProtKB/Swiss-Prot [122], é possível veri�car que todos os modelos de previ-

são gerados pelo MEKA [20, 21] foram capazes de prever correctamente a localização

subcelular de pelo menos 70,3% (628 em 893) das proteínas locativas. Em particular,

os predictores T-C2/CC-J48 e T-B2/CC-J48 atingiram uma taxa de sucesso global de

76,7% (685 em 893) e 75,1% (671 em 893), respectivamente, enquanto que o mEN previu

correctamente 75,3% (672 em 893) das proteínas locativas e o mLASSO 72,2% (645 em

893) das proteínas locativas (Tabela 3.7).

Por outro lado, considerando apenas as localizações subcelulares extraídas da base

de dados UniProtKB/Swiss-Prot [122] que foram determinadas experimentalmente, ve-

ri�cámos que todos os predictores foram capazes de prever correctamente a localização

subcelular de pelo menos 67,9% (205 em 302) das proteínas locativas. Em concreto, os

predictores T-B2/CC-J48, T-C2/CC-J48 e T-C2/LC-J48 atingiram uma taxa de sucesso

global de 73,8% (223 em 302), 72,5% (219 em 302) e 71,5% (216 em 302), respectiva-

mente, enquanto que o mEN previu correctamente 70,9% (214 em 302) das proteínas

locativas e o mLASSO 69,9% (211 em 302) das proteínas locativas (Tabela 3.8).

É importante salientar que as bases de dados biológicas, incluindo a UniProtKB/Swiss-

Prot [122], estão em constante actualização e, como tal, as informações biológicas, no-

meadamente a localização subcelular das proteínas, estão, geralmente, susceptíveis a

alterações. Desta forma, os falsos positivos, ou seja, quando o predictor prevê que uma

dada proteína está localizada num determinado compartimento subcelular, mas essa

associação não surge no conjunto de dados de treino ou na base de dados utilizada,

podem, no futuro, ser considerados verdadeiros positivos, caso se veri�que que a pro-

teína está, de facto, localizada no tal compartimento subcelular. De forma semelhante,

os verdadeiros negativos, isto é, quando nem o predictor nem o conjunto de dados de

treino ou a base de dados utilizada associam uma localização subcelular a determinada

proteína, podem, na verdade, ser falsos negativos, caso se veri�que, no futuro, que essa

proteína está localizada nesse compartimento subcelular.

44



3.3 Resultados

T
a
b
el
a
3
.7
:
C
o
m
p
a
ra
çã
o
en
tr
e
a
s
lo
ca
li
za
çõ
es

su
b
ce
lu
la
re
s
p
re
v
is
ta
s
p
el
o
s
cl
a
ss
i�
ca
d
o
re
s
T
-B
2
/
C
C
-S
M
O
,
T
-B
2
/
C
C
-J
4
8
e
T
-B
2
/
L
C
-S
M
O
,
q
u
a
n
d
o

a
p
li
ca
d
o
s
a
o
co
n
ju
n
to

d
e
d
a
d
o
s
P
-B
2
,
p
el
o
s
cl
a
ss
i�
ca
d
o
re
s
T
-C
2
/
C
C
-S
M
O
,
T
-C
2
/
C
C
-J
4
8
,
T
-C
2
/
L
C
-S
M
O

e
T
-C
2
/
L
C
-J
4
8
,
q
u
a
n
d
o
a
p
li
ca
d
o
s
a
o

co
n
ju
n
to

d
e
d
a
d
o
s
P
-C
2
,
e
p
el
o
s
p
re
d
ic
to
re
s
m
L
A
S
S
O

e
m
E
N
co
m

to
d
a
s
a
s
lo
ca
li
za
çõ
es

su
b
ce
lu
la
re
s
a
ss
o
ci
a
d
a
s
a
ca
d
a
p
ro
te
ín
a
ex
tr
a
íd
a
s
d
a
b
a
se

d
e
d
a
d
o
s
U
n
iP
ro
tK

B
/
S
w
is
s-
P
ro
t.

1
.
ce
n
tr
o
ss
o
m
a
;
2
.
ci
to
p
la
sm

a
;
3
.
ci
to
es
qu
el
et
o
;
4
.
re
tí
cu
lo

en
d
o
p
la
sm

á
ti
co
;
5
.
en
d
o
ss
o
m
a
;
6
.
es
pa
ço

ex
tr
a
ce
lu
la
r;

7
.
co
m
p
le
xo

d
e
G
o
lg
i;

8
.

li
so
ss
o
m
a
;
9
.
m
ic
ro
ss
o
m
a
;
1
0
.
m
it
oc
ô
n
d
ri
a
;
1
1
.
n
ú
cl
eo
;
1
2
.
pe
ro
xi
ss
o
m
a
;
1
3
.
m
em

br
a
n
a
p
la
sm

á
ti
ca

e
1
4
.
si
n
a
p
se
.

P
-B
2

P
-C
2

m
L
A
S
S
O

m
E
N

C
C
-S
M
O

C
C
-J
4
8

L
C
-S
M
O

C
C
-S
M
O

C
C
-J
4
8

L
C
-S
M
O

L
C
-J
4
8

1
1 1
1
=

0
,0
9
1

5 1
1
=

0
,4
5
5

2 1
1
=

0
,1
8
2

3 1
1
=

0
,2
7
3

6 1
1
=

0
,5
4
5

6 1
1
=

0
,5
4
5

7 1
1
=

0
,6
3
6

4 1
1
=

0
,3
6
4

7 1
1
=

0
,6
3
6

2
1
3
2

1
8
8
=

0
,7
0
2

1
2
4

1
8
8
=

0
,6
6
0

1
2
6

1
8
8
=

0
,6
7
0

1
3
6

1
8
8
=

0
,7
2
3

1
3
3

1
8
8
=

0
,7
0
7

1
2
9

1
8
8
=

0
,6
8
6

1
2
1

1
8
8
=

0
,6
4
4

1
3
0

1
8
8
=

0
,6
9
1

1
2
5

1
8
8
=

0
,6
6
5

3
8 3
1
=

0
,2
5
8

9 3
1
=

0
,2
9
0

7 3
1
=

0
,2
2
6

6 3
1
=

0
,1
9
4

8 3
1
=

0
,2
5
8

7 3
1
=

0
,2
2
6

7 3
1
=

0
,2
2
6

2 3
1
=

0
,0
6
5

4 3
1
=

0
,1
2
9

4
3
7

5
5
=

0
,6
7
3

4
0

5
5
=

0
,7
2
7

3
9

5
5
=

0
,7
0
9

3
8

5
5
=

0
,6
9
1

4
7

5
5
=

0
,8
5
5

4
3

5
5
=

0
,7
8
2

3
7

5
5
=

0
,6
7
3

4
0

5
5
=

0
,7
2
7

3
9

5
5
=

0
,7
0
9

5
0 1
9
=

0
,0
0
0

5 1
9
=

0
,2
6
3

0 1
9
=

0
,0
0
0

0 1
9
=

0
,0
0
0

4 1
9
=

0
,2
1
1

0 1
9
=

0
,0
0
0

4 1
9
=

0
,2
1
1

1 1
9
=

0
,0
5
3

2 1
9
=

0
,1
0
5

6
1
8

2
0
=

0
,9
0
0

1
9

2
0
=

0
,9
5
0

1
7

2
0
=

0
,8
5
0

2
0

2
0
=

1
,0
0
0

2
0

2
0
=

1
,0
0
0

1
8

2
0
=

0
,9
0
0

1
9

2
0
=

0
,9
5
0

2
0

2
0
=

1
,0
0
0

1
9

2
0
=

0
,9
5
0

7
2
7

3
8
=

0
,7
1
1

3
1

3
8
=

0
,8
1
6

2
8

3
8
=

0
,7
3
7

2
8

3
8
=

0
,7
3
7

2
8

3
8
=

0
,7
3
7

2
6

3
8
=

0
,6
8
4

2
9

3
8
=

0
,7
6
3

2
6

3
8
=

0
,6
8
4

3
0

3
8
=

0
,7
8
9

8
1
2

1
7
=

0
,7
0
6

1
5

1
7
=

0
,8
8
2

1
1

1
7
=

0
,6
4
7

1
2

1
7
=

0
,7
0
6

1
4

1
7
=

0
,8
2
4

1
1

1
7
=

0
,6
4
7

1
6

1
7
=

0
,9
4
1

1
2

1
7
=

0
,7
0
6

1
3

1
7
=

0
,7
6
5

9
1
3

1
8
=

0
,7
2
2

1
6

1
8
=

0
,8
8
9

1
3

1
8
=

0
,7
2
2

0 1
8
=

0
,0
0
0

1
3

1
8
=

0
,7
2
2

0 1
8
=

0
,0
0
0

1
3

1
8
=

0
,7
2
2

0 1
8
=

0
,0
0
0

1
2

1
8
=

0
,6
6
7

1
0

5
4

6
7
=

0
,8
0
6

5
6

6
7
=

0
,8
3
6

5
3

6
7
=

0
,7
9
1

5
1

6
7
=

0
,7
6
1

5
8

6
7
=

0
,8
6
6

5
1

6
7
=

0
,7
6
1

5
0

6
7
=

0
,7
4
6

5
6

6
7
=

0
,8
3
6

5
7

6
7
=

0
,8
5
1

1
1

1
7
8

2
1
0
=

0
,8
4
8

1
7
6

2
1
0
=

0
,8
3
8

1
7
4

2
1
0
=

0
,8
2
9

1
7
7

2
1
0
=

0
,8
4
3

1
8
4

2
1
0
=

0
,8
7
6

1
6
6

2
1
0
=

0
,7
9
0

1
7
9

2
1
0
=

0
,8
5
2

1
8
4

2
1
0
=

0
,8
7
6

1
8
6

2
1
0
=

0
,8
8
6

1
2

7 8
=

0
,8
7
5

6 8
=

0
,7
5
0

7 8
=

0
,8
7
5

5 8
=

0
,6
2
5

6 8
=

0
,7
5
0

5 8
=

0
,6
2
5

6 8
=

0
,7
5
0

7 8
=

0
,8
7
5

7 8
=

0
,8
7
5

1
3

1
6
0

1
9
4
=

0
,8
2
5

1
6
1

1
9
4
=

0
,8
3
0

1
5
2

1
9
4
=

0
,7
8
4

1
5
6

1
9
4
=

0
,8
0
4

1
5
3

1
9
4
=

0
,7
8
9

1
5
4

1
9
4
=

0
,7
9
4

1
5
8

1
9
4
=

0
,8
1
4

1
6
1

1
9
4
=

0
,8
3
0

1
6
0

1
9
4
=

0
,8
2
5

1
4

1
1

1
7
=

0
,6
4
7

8 1
7
=

0
,4
7
1

1
2

1
7
=

0
,7
0
6

1
3

1
7
=

0
,7
6
5

1
1

1
7
=

0
,6
4
7

1
2

1
7
=

0
,7
0
6

1
2

1
7
=

0
,7
0
6

2 1
7
=

0
,1
1
8

1
1

1
7
=

0
,6
4
7

T
O
T
A
L

6
5
8

8
9
3
=

0
,7
3
7

6
7
1

8
9
3
=

0
,7
5
1

6
4
1

8
9
3
=

0
,7
1
8

6
4
5

8
9
3
=

0
,7
2
2

6
8
5

8
9
3
=

0
,7
6
7

6
2
8

8
9
3
=

0
,7
0
3

6
5
8

8
9
3
=

0
,7
3
7

6
4
5

8
9
3
=

0
,7
2
2

6
7
2

8
9
3
=

0
,7
5
3

45



3. PREVISÃO DA LOCALIZAÇÃO SUBCELULAR DAS PROTEÍNAS

T
a
b
ela

3
.8
:
C
o
m
p
a
ra
çã
o
en
tre

a
s
lo
ca
liza

çõ
es

su
b
celu

la
res

p
rev

ista
s
p
elo

s
cla

ssi�
ca
d
o
res

T
-B
2
/
C
C
-S
M
O
,
T
-B
2
/
C
C
-J
4
8
e
T
-B
2
/
L
C
-S
M
O
,
q
u
a
n
d
o

a
p
lica

d
o
s
a
o
co
n
ju
n
to

d
e
d
a
d
o
s
P
-B
2
,
p
elo

s
cla

ssi�
ca
d
o
res

T
-C
2
/
C
C
-S
M
O
,
T
-C
2
/
C
C
-J
4
8
,
T
-C
2
/
L
C
-S
M
O

e
T
-C
2
/
L
C
-J
4
8
,
q
u
a
n
d
o
a
p
lica

d
o
s
a
o

co
n
ju
n
to

d
e
d
a
d
o
s
P
-C
2
,
e
p
elo

s
p
red

icto
res

m
L
A
S
S
O

e
m
E
N
co
m

a
s
lo
ca
liza

çõ
es

su
b
celu

la
res

d
eterm

in
a
d
a
s
ex
p
erim

en
ta
lm

en
te

ex
tra

íd
a
s
d
a
b
a
se

d
e
d
a
d
o
s
U
n
iP
ro
tK

B
/
S
w
iss-P

ro
t.

1
.
cen

tro
sso

m
a
;
2
.
cito

p
la
sm

a
;
3
.
citoesqu

eleto
;
4
.
retícu

lo
en
d
o
p
la
sm

á
tico

;
5
.
en
d
o
sso

m
a
;
6
.
espa

ço
extra

celu
la
r;

7
.
co
m
p
lexo

d
e
G
o
lgi;

8
.

liso
sso

m
a
;
9
.
m
icro

sso
m
a
;
1
0
.
m
itocô

n
d
ria

;
1
1
.
n
ú
cleo

;
1
2
.
pero

xisso
m
a
;
1
3
.
m
em

bra
n
a
p
la
sm

á
tica

e
1
4
.
sin

a
p
se.

P
-B
2

P
-C
2

m
L
A
S
S
O

m
E
N

C
C
-S
M
O

C
C
-J
4
8

L
C
-S
M
O

C
C
-S
M
O

C
C
-J
4
8

L
C
-S
M
O

L
C
-J
4
8

1
05
=

0
,0
0
0

45
=

0
,8
0
0

15
=

0
,2
0
0

15
=

0
,2
0
0

45
=

0
,8
0
0

25
=

0
,4
0
0

55
=

1
,0
0
0

35
=

0
,6
0
0

45
=

0
,8
0
0

2
4
4

6
6
=

0
,6
6
7

4
0

6
6
=

0
,6
0
6

4
0

6
6
=

0
,6
0
6

4
9

6
6
=

0
,7
4
2

4
3

6
6
=

0
,6
5
2

4
0

6
6
=

0
,6
0
6

4
1

6
6
=

0
,6
2
1

4
1

6
6
=

0
,6
2
1

3
8

6
6
=

0
,5
7
6

3
41
1
=

0
,3
6
4

31
1
=

0
,2
7
3

41
1
=

0
,3
6
4

11
1
=

0
,0
9
1

21
1
=

0
,1
8
2

41
1
=

0
,3
6
4

21
1
=

0
,1
8
2

21
1
=

0
,1
8
2

21
1
=

0
,1
8
2

4
1
3

1
7
=

0
,7
6
5

1
6

1
7
=

0
,9
4
1

1
3

1
7
=

0
,7
6
5

1
3

1
7
=

0
,7
6
5

1
6

1
7
=

0
,9
4
1

1
4

1
7
=

0
,8
2
4

1
2

1
7
=

0
,7
0
6

1
1

1
7
=

0
,6
4
7

1
0

1
7
=

0
,5
8
8

5
01
2
=

0
,0
0
0

41
2
=

0
,3
3
3

01
2
=

0
,0
0
0

01
2
=

0
,0
0
0

21
2
=

0
,1
6
7

01
2
=

0
,0
0
0

21
2
=

0
,1
6
7

11
2
=

0
,0
8
3

11
2
=

0
,0
8
3

6
22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

7
1
4

2
0
=

0
,7
0
0

1
6

2
0
=

0
,8
0
0

1
4

2
0
=

0
,7
0
0

1
6

2
0
=

0
,8
0
0

1
5

2
0
=

0
,7
5
0

1
3

2
0
=

0
,6
5
0

1
4

2
0
=

0
,7
0
0

1
2

2
0
=

0
,6
0
0

1
4

2
0
=

0
,7
0
0

8
69
=

0
,6
6
7

89
=

0
,8
8
9

69
=

0
,6
6
7

69
=

0
,6
6
7

89
=

0
,8
8
9

59
=

0
,5
5
6

89
=

0
,8
8
9

69
=

0
,6
6
7

69
=

0
,6
6
7

9
11
=

1
,0
0
0

11
=

1
,0
0
0

11
=

1
,0
0
0

01
=

0
,0
0
0

11
=

1
,0
0
0

01
=

0
,0
0
0

11
=

1
,0
0
0

01
=

0
,0
0
0

11
=

1
,0
0
0

1
0

1
0

1
2
=

0
,8
3
3

91
2
=

0
,7
5
0

91
2
=

0
,7
5
0

1
0

1
2
=

0
,8
3
3

91
2
=

0
,7
5
0

91
2
=

0
,7
5
0

91
2
=

0
,7
5
0

1
0

1
2
=

0
,8
3
3

1
0

1
2
=

0
,8
3
3

1
1

6
3

7
3
=

0
,8
6
3

6
0

7
3
=

0
,8
2
2

6
2

7
3
=

0
,8
4
9

6
1

7
3
=

0
,8
3
6

6
6

7
3
=

0
,9
0
4

6
2

7
3
=

0
,8
4
9

6
1

7
3
=

0
,8
3
6

6
5

7
3
=

0
,8
9
0

6
5

7
3
=

0
,8
9
0

1
2

22
=

1
,0
0
0

12
=

0
,5
0
0

22
=

1
,0
0
0

12
=

0
,5
0
0

12
=

0
,5
0
0

12
=

0
,5
0
0

12
=

0
,5
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

1
3

5
3

7
0
=

0
,7
5
7

5
8

7
0
=

0
,8
2
9

4
9

7
0
=

0
,7
0
0

5
1

7
0
=

0
,7
2
9

4
9

7
0
=

0
,7
0
0

5
3

7
0
=

0
,7
5
7

5
7

7
0
=

0
,8
1
4

5
5

7
0
=

0
,7
8
6

5
8

7
0
=

0
,8
2
9

1
4

22
=

1
,0
0
0

12
=

0
,5
0
0

22
=

1
,0
0
0

22
=

1
,0
0
0

12
=

0
,5
0
0

22
=

1
,0
0
0

12
=

0
,5
0
0

12
=

0
,5
0
0

12
=

0
,5
0
0

T
O
T
A
L

2
1
4

3
0
2
=

0
,7
0
9

2
2
3

3
0
2
=

0
,7
3
8

2
0
5

3
0
2
=

0
,6
7
9

2
1
3

3
0
2
=

0
,7
0
5

2
1
9

3
0
2
=

0
,7
2
5

2
0
7

3
0
2
=

0
,6
8
5

2
1
6

3
0
2
=

0
,7
1
5

2
1
1

3
0
2
=

0
,6
9
9

2
1
4

3
0
2
=

0
,7
0
9

46



3.4 Material Suplementar

3.4 Material Suplementar

O material suplementar a este documento contém os seguintes �cheiros:

� Conjuntos de dados: conjuntos de dados utilizados no estudo: T-A1, T-A2,

T-B1, T-B2, T-C1, T-C2, P-A1, P-A2, P-B1, P-B2, P-C1 e P-C2;

� Modelos de previsão: modelos de previsão gerados pelo MEKA e resultados

estatísticos: T-B2/CC-J48, T-B2/CC-SMO, T-B2/LC-SMO, T-C2/CC-J48, T-

C2/CC-SMO, T-C2/LC-J48 e T-C2/LC-SMO;

� Previsões: previsões das localizações subcelulares das 799 proteínas em estudo,

previstas pelos modelos de previsão gerados pelo MEKA, assim como pelos pre-

dictores mLASSO e mEN. Complementarmente, fornece, também, as localizações

extraídas das bases de dados UniProtKB/Swiss-Prot, para o mesmo conjunto de

proteínas.
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Capítulo 4

Conclusão

Conhecer a localização subcelular de uma dada proteína é particularmente importante

para a anotação funcional da mesma, pois o seu papel na célula está intimamente

correlacionado com o compartimento ou organelo em que esta reside.

Neste estudo foram apresentados vários predictoresmulti-label disponíveis no MEKA,

com o objectivo de prever a localização subcelular de proteínas codi�cadas por 800 genes

humanos. Complementarmente, foram exploradas e comparadas diferentes abordagens

para construção dos vectores representativos das proteínas.

Numa primeira fase, através do método de avaliação 10-fold cross-validation, foi

possível perceber que a abordagem que recorre à frequência do termo GO é superior

à que utiliza apenas a presença ou ausência do mesmo, uma vez que realça os termos

GO anotados com mais frequência. Por outro lado, os métodos de transformação do

problema LC e CC apresentaram melhores resultados que o BR, pois consideram que

existe dependência entre labels (localizações subcelulares). Já os classi�cadores base

single-label SMO e J48 tiveram um desempenho superior ao PART. Por último, a utili-

zação dos termos GO mais relevantes, isto é, que desempenham um papel mais evidente

na determinação da localização subcelular, mostrou ser mais e�ciente que a utilização

de todos os termos GO para cada proteína. Posto isto, os sete predictores que se desta-

caram, ao apresentarem uma taxa de sucesso global entre 69,2 e 72,2% (OAA) e entre

75,8 e 82,1% (OLA), foram o T-B2/CC-SMO, o T-B2/CC-J48, o T-B2/LC-SMO, o

T-C2/CC-SMO, o T-C2/CC-J48, o T-C2/LC-SMO e o T-C2/LC-J48.

Numa segunda fase, através do método de avaliação Leave-one-out cross-validation,

os sete predictores referidos anteriormente atingiram uma taxa de sucesso entre 69,2
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4. CONCLUSÃO

e 72,3% (OAA) e entre 76,1 e 80,3% (OLA). Assim, apresentaram um desempenho

superior aos predictores Hum-mPLoc 2.0 e iLoc-Hum e inferior aos predictores mLASSO

e mEN. No entanto, o predictor T-C2/LC-J48 foi superior na previsão das localizações

endossoma, espaço extracelular e membrana plasmática e o predictor T-B2/CC-J48 das

localizações complexo de Golgi, peroxissoma e, juntamente com o predictor T-C2/CC-

J48, microssoma.

De acordo com os predictores utilizados, a maioria das 799 proteínas está associada

a apenas uma localização subcelular, enquanto que no máximo 8 proteínas estão loca-

lizadas, ou movem-se entre, duas localizações subcelulares. O citoplasma, o núcleo e

a membrana celular foram as localizações subcelulares previstas para o maior número

de proteínas. Por outro lado, as localizações centrossoma, citoesqueleto, endossoma,

peroxissoma e sinapse foram associadas a menos de 15 proteínas.

Por �m, existem algumas limitações nos métodos/abordagens utilizadas, especial-

mente no que respeita às proteínas recém descobertas ou ao conjunto de dados de treino

utilizado. Assim, no futuro, seria interessante, por exemplo, recorrer ao text mining

para encontrar anotações [147], incluir a informação relativa aos códigos de evidência

do Gene Ontology e utilizar um conjunto de dados de treino mais homogéneo, quanto

ao número de proteínas locativas por localização subcelular.
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A - Previsão da Localização

Subcelular das Proteínas através do

software MEKA

Resultados da Previsão da Localização Subcelular das Proteínas através do software MEKA.
Os valores entre 1 e 14 correspondem às localizações subcelulares: 1 - centrossoma; 2 - citoplasma; 3 -
citoesqueleto; 4 - retículo endoplasmático; 5 - endossoma; 6 - espaço extracelular; 7 - complexo de Golgi;
8 - lisossoma; 9 - microssoma; 10 - mitocôndria; 11 - núcleo; 12 - peroxissoma; 13 - membrana plasmá-
tica e 14 - sinapse. O valores entre 1 (vermelho) e 7 (verde) correspondem ao número de classi�cadores
que associaram determinada proteína a uma localização subcelular. Os valores a negrito correspondem
às localizações extraídas da base de dados UniProtKB/Swiss-Prot para determinada proteína.

1 2 3 4 5 6 7 8 9 10 11 12 13 14

1 ENSG00000000938/P09769 1 0 6 0 0 0 0 0 0 2 0 0 0 0

2 ENSG00000002587/O14792 0 0 0 0 0 0 3 0 0 0 0 0 2 0

3 ENSG00000005001/Q9GZN4 0 0 0 0 0 5 0 0 0 0 0 0 2 0

4 ENSG00000005007/Q92900 0 6 0 0 0 0 0 0 0 0 1 0 0 0

5 ENSG00000005206/Q8TCT7 0 0 0 0 0 0 2 3 0 0 0 0 7 0

6 ENSG00000005381/P05164 0 0 0 0 0 2 0 7 0 0 0 0 0 0

7 ENSG00000005882/Q15119 0 0 0 0 0 0 0 0 0 7 0 0 0 0

8 ENSG00000006062/Q99558 0 7 0 0 0 0 0 0 0 0 0 0 0 0

9 ENSG00000006534/P43353 0 7 0 0 0 0 0 0 0 0 0 0 0 0

10 ENSG00000007168/P43034 4 2 0 0 0 0 0 0 0 0 1 0 0 0

11 ENSG00000007237/O60861 0 7 0 0 0 0 0 0 0 0 0 0 0 0

12 ENSG00000007264/P42679 0 7 0 0 0 0 0 0 0 0 0 0 0 0

13 ENSG00000007933/P31513 0 0 0 6 0 0 0 0 5 0 0 0 0 0

14 ENSG00000008018/P20618 0 7 0 0 0 0 0 0 0 0 7 0 0 0

15 ENSG00000008118/Q96NX5 0 6 0 0 1 0 0 0 0 0 0 0 0 0

16 ENSG00000008277/Q9P0K1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

17 ENSG00000011052/P15531 0 2 0 0 0 0 0 0 0 0 6 0 0 0

18 ENSG00000012983/Q9Y4K4 0 7 0 0 0 0 0 0 0 0 0 0 0 0

19 ENSG00000014216/P07384 0 5 0 0 0 0 0 0 0 0 0 0 3 0

20 ENSG00000015171/Q15326 0 0 0 0 0 0 0 0 0 0 7 0 0 0

21 ENSG00000019991/P14210 0 0 0 0 0 5 0 0 0 0 0 0 0 0

22 ENSG00000020256/Q9NPA5 0 0 0 0 0 0 0 0 0 0 7 0 0 0

23 ENSG00000020256/Q9NTW7 0 0 0 0 0 0 0 0 0 0 7 0 0 0

24 ENSG00000023330/P13196 0 0 0 0 0 0 0 0 0 7 0 0 0 0
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25 ENSG00000025708/P19971 0 1 0 0 0 2 0 0 0 0 0 0 2 0

26 ENSG00000026751/Q9NQ25 0 0 0 0 0 0 0 0 0 0 0 0 5 0

27 ENSG00000027644/P14616 0 0 0 0 0 0 0 0 0 0 0 0 5 0

28 ENSG00000033627/Q93050 0 2 0 0 0 0 0 0 0 0 0 0 4 0

29 ENSG00000034053/Q99767 0 1 0 0 0 0 0 0 0 0 2 0 2 0

30 ENSG00000039139/Q8TE73 0 3 0 0 0 0 0 0 0 0 0 0 2 0

31 ENSG00000039319/Q7Z3T8 0 7 0 0 0 0 0 0 0 0 0 0 0 0

32 ENSG00000039987/Q8NFU1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

33 ENSG00000042286/Q9BRQ8 0 5 0 0 0 0 0 0 0 5 0 0 0 0

34 ENSG00000047315/P30876 0 0 0 0 0 0 0 0 0 0 7 0 0 0

35 ENSG00000047936/P08922 0 0 0 0 0 0 0 0 0 0 0 0 7 0

36 ENSG00000049089/Q14055 0 0 0 0 0 7 0 0 0 0 0 0 0 0

37 ENSG00000049192/Q9UKP5 0 0 0 0 0 7 0 0 0 0 0 0 0 0

38 ENSG00000049768/Q9BZS1 0 3 0 0 0 0 0 0 0 0 7 0 0 0

39 ENSG00000055118/Q12809 0 0 0 0 0 0 0 0 0 0 0 0 7 0

40 ENSG00000055609/Q8NEZ4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

41 ENSG00000058063/Q9Y2G3 0 0 0 6 0 0 2 0 0 0 0 0 3 0

42 ENSG00000058729/Q9BVS4 0 2 0 0 0 0 0 0 0 0 1 0 2 0

43 ENSG00000059573/P54886 0 0 0 0 0 0 0 0 0 7 0 0 0 0

44 ENSG00000062282/Q96PD7 0 0 0 7 0 0 0 0 0 0 0 0 0 0

45 ENSG00000063245/Q9Y6I3 0 6 0 0 0 0 0 0 0 0 3 0 1 0

46 ENSG00000063438/A9YTQ3 0 3 0 0 0 0 0 0 0 0 5 0 0 0

47 ENSG00000064012/Q14790 1 7 0 0 0 0 0 0 0 0 0 0 0 0

48 ENSG00000064225/Q9Y274 0 0 0 0 0 0 7 0 0 0 0 0 0 0

49 ENSG00000064490/O14593 0 2 0 0 0 0 0 0 0 0 6 0 0 0

50 ENSG00000064989/Q16602 0 0 0 0 0 0 0 3 0 0 0 0 5 0

51 ENSG00000065361/P21860 0 0 0 0 0 1 0 0 0 0 0 0 7 0

52 ENSG00000066230/P48764 0 0 0 0 0 0 0 0 0 0 0 0 7 0

53 ENSG00000066322/Q9BW60 0 0 0 7 0 0 0 0 0 0 0 0 0 0

54 ENSG00000066827/Q9P243 0 0 0 0 0 0 0 0 0 0 7 0 0 0

55 ENSG00000067992/Q15120 0 0 0 0 0 0 0 0 0 7 0 0 0 0

56 ENSG00000068745/Q9UHH9 0 0 0 0 0 0 0 0 0 0 7 0 0 0

57 ENSG00000069431/O60706 0 0 0 0 0 0 0 0 0 0 0 0 7 0

58 ENSG00000069535/P27338 0 0 0 0 0 0 0 0 0 7 0 0 0 0

59 ENSG00000069667/P35398 0 0 0 0 0 0 0 0 0 0 7 0 0 0

60 ENSG00000069696/P21917 0 0 0 0 0 0 0 0 0 0 0 0 7 0

61 ENSG00000070614/P52848 0 0 0 0 0 0 7 0 0 0 0 0 0 0

62 ENSG00000070729/Q14028 0 0 0 0 0 0 0 0 0 0 0 0 7 0

63 ENSG00000070785/Q9NR50 0 4 0 0 0 0 0 0 0 0 0 0 1 0

64 ENSG00000070808/Q9UQM7 0 0 0 0 0 0 0 0 0 0 1 0 7 0

65 ENSG00000070886/P29322 0 0 0 0 0 0 0 0 0 0 0 0 7 0

66 ENSG00000070961/P20020 0 0 0 0 0 0 0 0 0 0 0 0 7 0

67 ENSG00000071203/Q9NXJ0 0 0 0 0 0 0 0 0 0 0 0 0 5 0

68 ENSG00000071575/Q92519 0 4 3 0 0 0 0 0 0 0 0 0 0 0

69 ENSG00000072062/P17612 0 3 0 0 0 0 0 0 0 1 2 0 2 0

70 ENSG00000072210/P51648 0 0 0 7 0 0 0 0 0 2 0 0 0 0

71 ENSG00000072274/P02786 0 0 0 0 0 0 0 0 0 0 0 0 7 0

72 ENSG00000072694/P31994 0 0 0 0 0 0 0 0 0 0 0 0 7 0

73 ENSG00000072778/P49748 0 0 0 0 0 0 0 0 0 7 0 0 0 0

74 ENSG00000072832/Q14194 3 4 0 0 0 0 0 0 0 0 0 0 0 0

75 ENSG00000073803/O43283 0 6 0 0 0 0 0 0 0 0 0 0 1 0

76 ENSG00000073969/P46459 0 6 0 0 0 0 0 0 0 0 0 0 0 0
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77 ENSG00000074201/P54105 0 2 4 0 0 0 0 0 0 0 3 0 0 0

78 ENSG00000074219/Q15562 0 0 0 0 0 0 0 0 0 0 7 0 0 0

79 ENSG00000074771/Q9HBY0 0 0 0 0 0 0 0 0 0 0 0 0 7 0

80 ENSG00000075292/Q14966 0 0 0 0 0 0 0 0 0 0 7 0 0 0

81 ENSG00000075914/Q15024 0 4 0 0 0 0 0 0 0 0 7 0 0 0

82 ENSG00000075975/Q9H000 0 2 0 0 0 1 0 0 0 0 0 0 2 0

83 ENSG00000076248/P13051 0 0 0 0 0 0 0 0 0 0 6 0 1 0

84 ENSG00000076258/P31512 0 0 0 7 0 0 0 0 4 0 0 0 0 0

85 ENSG00000077009/Q9NPI5 0 3 0 0 0 0 0 0 0 0 0 0 2 0

86 ENSG00000077044/Q16760 0 5 0 0 0 0 0 0 0 0 0 0 3 0

87 ENSG00000077238/P24394 0 0 0 0 0 1 0 0 0 0 0 0 6 0

88 ENSG00000077616/Q9Y3Q0 0 0 0 0 0 0 0 0 0 0 0 0 7 0

89 ENSG00000078061/P10398 0 2 0 0 0 0 0 0 0 0 0 0 3 0

90 ENSG00000078549/P41586 0 0 0 0 0 0 0 0 0 0 0 0 7 0

91 ENSG00000078618/O43847 0 1 0 0 0 2 0 0 0 0 0 0 2 0

92 ENSG00000079112/Q12864 0 0 0 0 0 0 0 0 0 0 0 0 7 0

93 ENSG00000079335/Q9UNH5 4 3 0 0 0 0 0 0 0 0 4 0 0 0

94 ENSG00000079337/O95398 0 0 0 0 0 0 0 0 0 0 0 0 7 0

95 ENSG00000079459/P37268 0 0 0 7 0 0 0 0 0 0 0 0 0 0

96 ENSG00000079482/O60890 0 4 0 0 0 0 0 0 0 0 0 0 1 1

97 ENSG00000079805/P50570 0 1 1 0 0 0 1 0 0 0 0 0 2 5

98 ENSG00000081181/P78540 0 0 0 0 0 0 0 0 0 7 0 0 0 0

99 ENSG00000081377/O60729 0 0 0 0 0 0 0 0 0 0 7 0 0 0

100 ENSG00000081842/Q9UN73 0 0 0 0 0 1 0 0 0 0 0 0 6 0

101 ENSG00000082014/Q6STE5 0 0 0 0 0 0 0 0 0 0 7 0 0 0

102 ENSG00000083454/Q93086 0 0 0 0 0 0 0 0 0 0 0 0 7 0

103 ENSG00000084734/Q14397 0 7 0 0 0 0 0 0 0 0 3 0 0 0

104 ENSG00000086061/P31689 0 3 0 0 0 0 0 0 2 1 2 0 1 0

105 ENSG00000086159/Q13520 0 0 0 0 0 0 0 0 0 0 0 0 5 0

106 ENSG00000086300/Q9Y5X0 2 3 0 4 1 0 0 0 0 0 1 0 0 0

107 ENSG00000086475/P49903 0 6 0 0 0 0 0 0 0 0 1 0 0 0

108 ENSG00000086506/P09105 0 1 0 0 0 2 0 0 0 0 2 0 0 0

109 ENSG00000087085/P22303 0 0 0 0 0 3 0 0 0 0 0 0 1 4

110 ENSG00000087116/O95450 0 0 0 0 0 7 0 0 0 0 0 0 0 0

111 ENSG00000087191/P62195 0 6 0 0 0 0 0 0 0 0 7 0 0 0

112 ENSG00000087460/O95467 0 0 0 0 0 3 0 0 0 0 4 0 0 0

113 ENSG00000087460/P63092 0 1 0 0 0 0 0 0 0 0 0 0 6 0

114 ENSG00000087460/P84996 0 0 0 0 0 0 0 0 0 0 0 0 7 0

115 ENSG00000087460/Q5JWF2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

116 ENSG00000087903/P48378 0 4 0 0 0 0 0 0 0 0 7 0 0 0

117 ENSG00000088002/O00204 0 5 0 0 0 0 0 0 3 0 0 0 0 0

118 ENSG00000088451/O95455 0 0 0 0 0 0 7 0 0 0 0 0 0 0

119 ENSG00000088826/Q9NWM0 0 6 0 0 0 0 0 0 0 0 6 0 0 0

120 ENSG00000089820/P98171 0 7 0 0 0 0 0 0 0 0 0 0 0 0

121 ENSG00000090020/P19634 0 0 0 7 0 0 0 0 0 0 0 0 2 0

122 ENSG00000090674/Q9GZU1 0 0 0 0 0 0 0 3 0 0 0 0 7 0

123 ENSG00000091137/O43511 0 0 0 0 0 0 0 0 0 0 0 0 7 0

124 ENSG00000091262/O95255 0 0 0 3 0 0 0 0 0 0 0 0 6 0

125 ENSG00000091583/P02749 0 0 0 0 0 7 0 0 0 0 0 0 0 0

126 ENSG00000091844/Q9UGC6 0 4 0 0 0 0 0 0 0 0 5 0 0 0

127 ENSG00000093010/P21964 0 4 0 0 0 0 0 0 0 0 0 0 3 1

128 ENSG00000093134/Q9NY84 0 0 0 0 0 1 0 0 0 0 0 0 6 0

67



. A - PREVISÃO DA LOCALIZAÇÃO SUBCELULAR DAS
PROTEÍNAS ATRAVÉS DO SOFTWARE MEKA

129 ENSG00000094755/O00591 0 0 0 0 0 0 0 0 0 0 0 0 7 6

130 ENSG00000094804/Q99741 0 7 0 0 0 0 0 0 0 0 4 0 0 0

131 ENSG00000094963/Q99518 0 0 0 7 0 0 0 0 4 0 0 0 0 0

132 ENSG00000095321/P43155 0 0 0 0 0 0 0 0 0 7 0 0 0 0

133 ENSG00000095587/Q9Y6L7 0 0 0 0 0 5 0 0 0 0 0 0 2 0

134 ENSG00000095627/Q9BXT4 0 7 0 0 0 0 0 0 0 0 0 0 0 0

135 ENSG00000096384/P08238 0 7 0 0 0 0 0 0 0 0 0 0 0 0

136 ENSG00000099337/Q9Y257 0 0 0 0 0 0 0 0 0 0 0 0 7 0

137 ENSG00000099783/P52272 0 0 0 0 0 0 0 0 0 0 7 0 0 0

138 ENSG00000100024/Q9UBR1 0 7 0 0 0 0 0 0 0 0 0 0 0 0

139 ENSG00000100253/Q9UGB7 0 7 0 0 0 0 0 0 0 0 0 0 0 0

140 ENSG00000100804/P28074 0 7 0 0 0 0 0 0 0 0 7 0 0 0

141 ENSG00000101188/P30989 0 1 0 1 0 0 1 0 0 0 0 0 6 0

142 ENSG00000101190/Q9UL49 0 0 0 0 0 0 0 0 0 0 7 0 0 0

143 ENSG00000101213/Q13882 0 7 0 0 0 0 0 0 0 0 3 0 0 0

144 ENSG00000101266/P68400 0 0 0 0 0 0 0 0 0 0 7 0 0 0

145 ENSG00000101292/Q8NFJ6 0 0 0 0 0 0 0 0 0 0 0 0 7 0

146 ENSG00000101361/O00567 0 3 0 0 0 0 0 0 0 0 6 0 0 0

147 ENSG00000101425/P17213 0 5 0 0 0 2 0 0 0 0 0 0 0 0

148 ENSG00000101445/Q96T49 0 0 0 0 0 0 0 0 0 0 7 0 3 0

149 ENSG00000101473/O14734 0 4 0 0 0 0 0 0 0 0 0 5 0 0

150 ENSG00000101557/P54578 0 5 0 0 0 0 0 0 0 0 0 0 2 0

151 ENSG00000101638/O15466 0 0 0 0 0 1 7 0 0 0 0 0 0 0

152 ENSG00000101665/O15105 0 5 0 0 0 0 0 0 0 0 7 0 0 0

153 ENSG00000101695/Q96EQ8 0 1 0 0 0 1 5 0 0 0 0 0 0 0

154 ENSG00000101782/O14730 0 2 0 0 0 0 0 0 0 0 1 0 2 0

155 ENSG00000101892/Q9UN42 0 0 0 0 0 0 0 0 0 0 5 0 2 0

156 ENSG00000101958/P23416 0 0 0 0 0 0 0 0 0 0 0 0 7 6

157 ENSG00000101974/Q8NB49 0 0 0 7 0 0 0 0 0 0 0 0 2 0

158 ENSG00000102078/O95258 0 0 0 0 0 0 0 0 0 7 0 0 0 0

159 ENSG00000102226/P51784 0 4 0 0 0 0 0 0 0 0 5 0 0 0

160 ENSG00000102452/Q8IZF0 0 0 0 0 0 0 0 0 0 0 0 0 7 0

161 ENSG00000102554/Q13887 0 0 0 0 0 0 0 0 0 0 7 0 0 0

162 ENSG00000102974/P49711 0 0 0 0 0 0 0 0 0 0 7 0 0 0

163 ENSG00000103355/Q8NF86 0 0 0 0 0 7 0 0 0 0 0 0 0 0

164 ENSG00000103569/O43315 0 0 0 0 0 0 0 0 2 0 0 0 7 0

165 ENSG00000103994/Q9H2Y7 0 0 0 0 0 0 0 0 0 0 5 0 0 0

166 ENSG00000104142/Q9P253 0 0 0 0 0 0 0 7 0 0 0 0 0 0

167 ENSG00000104154/O14863 0 0 0 0 0 0 0 3 0 0 0 0 5 0

168 ENSG00000104213/Q15198 0 0 0 0 0 5 0 0 0 0 0 0 2 0

169 ENSG00000104321/O75762 0 0 0 0 0 0 0 0 0 0 0 0 7 0

170 ENSG00000104432/P13232 0 0 0 0 0 7 0 0 0 0 0 0 0 0

171 ENSG00000104490/P61601 0 2 0 0 0 1 0 0 0 0 0 0 2 0

172 ENSG00000104537/P27216 0 0 0 0 0 3 0 0 0 0 0 0 4 0

173 ENSG00000104687/P00390 0 6 0 0 0 0 0 0 0 2 0 0 0 0

174 ENSG00000104755/Q99965 0 0 0 0 0 0 0 0 0 0 0 0 5 0

175 ENSG00000104808/Q9UQ10 0 1 0 0 0 2 0 0 0 0 0 0 2 0

176 ENSG00000104825/Q15653 0 5 0 0 0 0 0 0 0 0 4 0 0 0

177 ENSG00000104936/Q09013 0 0 0 6 0 0 0 0 0 3 1 0 0 0

178 ENSG00000104973/Q71SY5 0 0 0 0 0 0 0 0 0 0 7 0 0 0

179 ENSG00000105520/Q96GM1 0 0 0 0 0 0 0 0 0 0 0 0 5 0

180 ENSG00000105707/P05981 0 0 0 2 0 0 0 0 0 0 0 0 5 0
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181 ENSG00000105726/Q9HD20 0 0 0 6 0 0 0 0 1 0 0 0 0 0

182 ENSG00000105855/P26012 0 0 0 0 0 1 0 0 0 0 0 0 6 0

183 ENSG00000106069/P52757 0 1 0 0 0 0 0 0 0 0 0 0 4 0

184 ENSG00000106070/Q13322 0 7 0 0 0 0 0 0 0 0 0 0 0 0

185 ENSG00000106105/P41250 0 7 0 0 0 0 0 0 0 1 0 0 0 0

186 ENSG00000106113/Q13324 0 0 0 0 0 0 0 0 0 0 0 0 7 0

187 ENSG00000106128/Q02643 0 0 0 0 0 0 0 0 0 0 0 0 7 0

188 ENSG00000106211/P04792 0 7 0 0 0 0 0 0 0 0 6 0 0 0

189 ENSG00000106367/P61966 0 0 0 0 0 0 7 0 0 0 0 0 0 0

190 ENSG00000106628/P49005 0 0 0 0 0 0 0 0 0 0 7 0 0 0

191 ENSG00000106633/P35557 0 7 0 0 0 0 0 0 0 0 1 0 0 0

192 ENSG00000106648/Q7Z4T8 0 0 0 0 1 0 0 0 0 0 0 0 4 0

193 ENSG00000106976/Q05193 0 2 5 0 0 0 0 0 0 0 0 0 0 0

194 ENSG00000107201/O95786 0 6 3 0 0 0 0 0 0 0 0 0 0 0

195 ENSG00000107537/O14832 0 0 0 0 0 0 0 0 0 0 0 7 0 0

196 ENSG00000107736/Q9H251 0 0 0 0 0 0 0 0 0 0 0 0 7 0

197 ENSG00000107789/Q9UNW1 0 0 0 7 0 0 0 0 0 0 0 0 0 0

198 ENSG00000108010/O76003 0 1 0 0 0 0 0 0 0 0 3 0 1 0

199 ENSG00000108018/Q8WY21 0 0 0 0 0 0 0 0 0 0 0 0 5 0

200 ENSG00000108176/Q9UKB3 0 7 0 0 0 0 0 0 0 0 6 0 0 0

201 ENSG00000108262/Q9Y2X7 0 7 0 0 0 0 0 0 0 0 0 0 0 0

202 ENSG00000108370/O75916 0 7 0 0 0 0 0 0 0 0 0 0 0 0

203 ENSG00000108423/Q9UJT1 0 6 0 0 0 0 0 0 0 0 3 0 0 0

204 ENSG00000108669/Q15438 0 7 0 0 0 0 0 0 0 0 0 0 1 0

205 ENSG00000108828/Q99536 0 5 0 0 0 0 0 0 0 2 0 0 0 0

206 ENSG00000108861/P51452 0 0 0 0 0 0 0 0 0 0 7 0 0 0

207 ENSG00000109103/Q13432 5 0 0 0 0 0 0 0 0 0 1 0 0 0

208 ENSG00000109163/P30968 0 0 0 0 0 0 0 0 0 0 0 0 7 0

209 ENSG00000109323/O00462 0 0 0 0 0 0 0 7 0 0 0 0 0 0

210 ENSG00000109424/P25874 0 0 0 0 0 0 0 0 0 7 0 0 0 0

211 ENSG00000109576/Q8N5Z0 0 0 0 0 0 0 0 0 0 7 0 0 0 0

212 ENSG00000109762/Q9H3E2 0 0 0 0 1 0 0 0 0 0 0 0 4 0

213 ENSG00000110169/P02790 0 0 0 0 0 7 0 0 0 0 0 0 0 0

214 ENSG00000110243/Q6Q788 0 0 0 0 0 7 0 0 0 0 0 0 0 0

215 ENSG00000110455/Q96QU6 0 1 0 0 0 2 0 0 0 0 0 0 2 0

216 ENSG00000110619/P49589 0 7 0 0 0 0 0 0 0 0 0 0 0 0

217 ENSG00000110955/P06576 0 0 0 0 0 0 0 0 0 7 0 0 0 0

218 ENSG00000110975/Q6XYQ8 0 0 0 0 0 0 0 0 0 0 0 0 5 0

219 ENSG00000111144/P09960 0 7 0 0 0 0 0 0 0 0 0 0 0 0

220 ENSG00000111206/Q08050 0 0 0 0 0 0 0 0 0 0 7 0 0 0

221 ENSG00000111218/Q9NR22 0 0 0 0 0 1 0 0 0 0 0 0 6 0

222 ENSG00000111331/Q9Y6K5 0 6 0 1 0 0 0 0 1 1 2 0 0 0

223 ENSG00000111335/P29728 0 2 0 2 0 0 0 0 4 4 2 0 0 0

224 ENSG00000111641/P46087 0 0 0 0 0 0 0 0 0 0 7 0 0 0

225 ENSG00000111667/P45974 0 0 0 0 0 2 0 3 0 0 0 0 2 0

226 ENSG00000111700/Q9NPD5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

227 ENSG00000111799/Q99715 0 0 0 0 0 7 0 0 0 0 0 0 0 0

228 ENSG00000111885/P33908 0 0 0 0 0 0 7 0 0 0 0 0 0 0

229 ENSG00000112304/Q9NPJ3 0 0 0 0 0 0 0 0 0 3 5 0 0 0

230 ENSG00000112365/O43167 0 0 0 0 0 0 0 0 0 0 7 0 0 0

231 ENSG00000112541/Q9Y233 0 7 0 0 0 0 0 0 0 0 0 0 0 0

232 ENSG00000112695/P14406 0 0 0 0 0 1 0 0 0 5 0 0 1 0
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233 ENSG00000112769/Q16363 0 0 0 0 0 7 0 0 0 0 0 0 0 0

234 ENSG00000112818/Q16819 0 0 0 0 0 0 0 0 0 0 0 0 5 0

235 ENSG00000113212/Q9Y5E2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

236 ENSG00000113263/Q08881 0 7 0 0 0 0 0 0 0 0 0 0 0 0

237 ENSG00000113356/O15318 0 0 0 0 0 0 0 0 0 0 7 0 0 0

238 ENSG00000113441/Q9UIQ6 0 0 0 0 0 3 0 0 0 0 0 0 5 0

239 ENSG00000113492/Q9BYV1 0 0 0 0 0 0 0 0 0 7 0 0 0 0

240 ENSG00000113494/P16471 0 0 0 0 0 2 0 0 0 0 0 0 5 0

241 ENSG00000113525/P05113 0 0 0 0 0 7 0 0 0 0 0 0 0 0

242 ENSG00000113638/Q6PID6 0 1 0 0 0 2 0 0 0 0 2 0 0 0

243 ENSG00000113916/P41182 0 0 0 0 0 0 0 0 0 0 7 0 0 0

244 ENSG00000114124/Q8WTQ7 0 0 0 0 0 0 0 0 0 0 0 0 5 0

245 ENSG00000114378/Q12794 0 0 0 0 0 3 0 7 0 0 0 0 0 0

246 ENSG00000114867/Q04637 0 7 0 0 0 0 0 0 0 0 0 0 0 0

247 ENSG00000115484/P50991 4 3 0 0 0 0 0 0 0 0 0 0 0 0

248 ENSG00000115525/Q9UNP4 0 0 0 0 0 0 7 0 0 0 0 0 0 0

249 ENSG00000115593/Q8NB12 0 6 0 0 0 0 0 0 0 0 4 0 0 0

250 ENSG00000115661/O75716 0 5 0 0 0 0 0 0 0 0 0 0 0 0

251 ENSG00000116016/Q99814 0 1 0 0 0 0 0 0 0 0 7 0 0 0

252 ENSG00000116039/P15313 0 5 0 0 0 0 0 0 0 0 0 0 2 0

253 ENSG00000116120/Q9NSD9 0 7 0 0 0 0 0 0 0 0 0 0 0 0

254 ENSG00000116649/P19623 0 1 0 0 0 2 0 0 0 0 0 0 2 0

255 ENSG00000116745/Q16518 0 2 0 0 0 0 0 0 3 0 0 0 2 0

256 ENSG00000116783/Q59H18 0 7 0 0 0 0 0 0 0 0 2 0 0 0

257 ENSG00000116830/Q9UNY4 0 7 0 0 0 0 0 0 0 0 7 0 0 0

258 ENSG00000116996/Q12836 0 0 0 0 0 4 0 0 0 0 0 0 3 0

259 ENSG00000117009/O15229 0 0 0 0 0 0 0 0 0 7 0 0 0 0

260 ENSG00000117013/P56696 0 0 0 0 0 0 0 0 0 0 0 0 7 0

261 ENSG00000117114/O95490 0 0 0 0 0 0 0 0 0 0 0 0 7 0

262 ENSG00000117118/P21912 0 0 0 0 0 0 0 0 0 7 0 0 0 0

263 ENSG00000117222/Q15291 0 0 0 0 0 0 0 0 0 0 7 0 0 0

264 ENSG00000117228/P32455 0 6 0 0 0 1 1 0 0 0 0 0 0 0

265 ENSG00000117335/P15529 0 0 0 0 0 2 0 0 0 0 0 0 5 0

266 ENSG00000117448/P14550 0 1 0 0 0 3 0 0 0 0 0 0 1 0

267 ENSG00000117528/P28288 0 0 0 1 0 0 0 0 0 2 0 4 0 0

268 ENSG00000117620/Q9Y2D2 0 0 0 0 0 0 7 0 0 0 0 0 0 0

269 ENSG00000117713/O14497 0 0 0 0 0 0 0 0 0 0 7 0 0 0

270 ENSG00000117751/Q12972 0 3 0 0 0 0 0 0 0 0 7 0 0 0

271 ENSG00000118160/Q9UPR5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

272 ENSG00000118946/O14917 0 0 0 0 0 0 0 0 0 0 0 0 7 0

273 ENSG00000119121/Q9BX84 0 0 0 0 0 0 0 0 0 0 0 0 7 0

274 ENSG00000119125/Q9Y2T3 0 1 0 0 0 2 0 0 0 0 0 0 2 0

275 ENSG00000119231/Q96HI0 0 0 0 0 0 0 0 0 0 0 7 0 0 0

276 ENSG00000119684/Q9UHC1 0 0 0 0 0 0 0 0 0 0 7 0 0 0

277 ENSG00000119725/Q86VK4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

278 ENSG00000119900/Q5TC84 0 0 0 0 0 2 0 0 0 0 1 0 2 0

279 ENSG00000119953/O75940 0 0 0 0 0 0 0 0 0 0 7 0 0 0

280 ENSG00000120659/O14788 0 0 0 0 0 1 0 0 0 0 0 0 6 0

281 ENSG00000120875/Q13115 0 0 0 0 0 0 0 0 0 0 7 0 0 0

282 ENSG00000120889/O14763 0 0 0 0 0 0 0 0 0 0 0 0 7 0

283 ENSG00000120907/P35348 0 0 0 0 0 0 0 0 0 0 1 0 7 0

284 ENSG00000121361/Q15842 0 0 0 0 0 0 0 0 0 0 0 0 7 0
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285 ENSG00000121417/Q13398 0 0 0 0 0 0 0 0 0 0 7 0 0 0

286 ENSG00000121691/P04040 0 0 0 0 0 0 0 2 1 1 0 7 0 0

287 ENSG00000121988/Q5FWF4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

288 ENSG00000121989/P27037 0 0 0 0 0 0 0 0 0 0 0 0 7 0

289 ENSG00000122126/Q01968 0 1 0 0 2 0 6 0 0 0 0 0 0 0

290 ENSG00000122375/Q9UHM6 0 0 0 0 0 0 0 0 0 0 0 0 7 0

291 ENSG00000122420/P43088 0 0 0 0 0 1 0 0 0 0 0 0 7 0

292 ENSG00000122482/Q9H582 0 0 0 0 0 0 0 0 0 0 7 0 0 0

293 ENSG00000122566/P22626 0 3 0 0 0 0 0 0 0 0 6 0 0 0

294 ENSG00000122705/P09496 0 0 0 0 0 0 0 0 0 0 0 0 7 0

295 ENSG00000122861/P00749 0 0 0 0 0 7 0 0 0 0 0 0 0 0

296 ENSG00000123411/Q9H2S9 0 0 0 0 0 0 0 0 0 0 7 0 0 0

297 ENSG00000123500/Q03692 0 0 0 0 0 7 0 0 0 0 0 0 0 0

298 ENSG00000123737/Q06265 0 5 0 0 0 0 0 0 0 0 7 0 0 0

299 ENSG00000123815/Q96D53 0 1 0 0 0 0 0 0 0 1 0 0 5 0

300 ENSG00000123989/Q8IZ52 0 0 0 0 0 0 6 0 0 3 0 0 0 0

301 ENSG00000124140/Q9H2X9 0 0 0 0 0 0 0 0 0 0 0 0 7 0

302 ENSG00000124215/Q8IXH8 0 0 0 0 0 0 0 0 0 0 0 0 7 0

303 ENSG00000124383/O00566 0 0 0 0 0 0 0 0 0 0 7 0 0 0

304 ENSG00000124406/Q9Y2Q0 0 0 0 5 0 0 1 0 0 0 0 0 3 0

305 ENSG00000124731/Q9NP99 0 0 0 0 0 0 0 0 0 0 0 0 7 0

306 ENSG00000124789/P49790 0 0 0 0 0 0 0 0 0 0 7 0 0 0

307 ENSG00000125384/P43116 0 0 0 0 0 0 0 0 0 0 0 0 7 0

308 ENSG00000125447/Q9NZ52 0 0 0 0 0 0 7 0 0 0 0 0 0 0

309 ENSG00000125482/Q15361 0 0 0 0 0 0 0 0 0 0 7 0 0 0

310 ENSG00000125676/Q8NI27 0 0 0 0 0 0 0 0 0 0 7 0 0 0

311 ENSG00000125810/Q9NPY3 0 0 0 0 0 0 0 0 0 0 0 0 7 0

312 ENSG00000125821/Q8TEA8 0 6 0 0 0 0 0 0 0 0 1 0 0 0

313 ENSG00000125851/P16519 0 0 0 0 0 4 0 0 0 0 0 0 1 0

314 ENSG00000126067/P49721 0 7 0 0 0 0 0 0 0 0 5 0 0 0

315 ENSG00000126091/Q11203 0 0 0 0 0 4 7 0 0 0 0 0 0 0

316 ENSG00000126602/Q12931 0 0 0 0 0 0 0 0 0 7 0 0 0 0

317 ENSG00000127080/Q9H8X2 0 7 0 0 0 0 0 0 0 0 4 0 0 0

318 ENSG00000127220/Q96I13 0 2 0 0 0 1 0 0 0 0 0 0 2 0

319 ENSG00000127328/Q96QF0 0 5 2 0 0 0 0 0 0 0 3 0 0 0

320 ENSG00000127533/Q96RI0 0 0 0 0 0 1 0 0 0 0 0 0 7 0

321 ENSG00000127540/O14957 0 0 0 0 0 0 0 0 0 7 0 0 0 0

322 ENSG00000127554/P55789 0 5 0 0 0 0 0 0 0 6 0 0 0 0

323 ENSG00000127920/P61952 0 0 0 0 0 0 0 0 0 0 0 0 7 0

324 ENSG00000128313/Q9BWW9 0 7 0 0 0 0 0 0 0 0 0 0 0 0

325 ENSG00000128342/P15018 0 0 0 0 0 7 0 0 0 0 0 0 0 0

326 ENSG00000128510/Q9UI42 0 0 0 0 0 6 0 0 0 0 0 0 1 0

327 ENSG00000128595/O43852 0 0 0 4 0 2 2 0 0 0 0 0 0 0

328 ENSG00000128829/Q9P2K8 0 7 0 0 0 0 0 0 0 0 0 0 0 0

329 ENSG00000128918/O94788 0 7 0 0 0 0 0 0 0 0 0 0 0 0

330 ENSG00000128951/P33316 0 0 0 0 0 0 0 0 0 4 3 0 0 0

331 ENSG00000129128/P61009 0 0 0 4 0 0 0 0 4 0 0 0 0 0

332 ENSG00000129292/A8MW92 0 0 0 0 0 0 0 0 0 0 5 0 0 0

333 ENSG00000129673/Q16613 0 5 0 0 0 0 0 0 0 0 0 0 0 0

334 ENSG00000129744/P52961 0 0 0 0 0 0 0 0 0 0 0 0 7 0

335 ENSG00000130055/Q9HCC8 0 2 3 0 0 0 0 0 0 0 0 0 3 0

336 ENSG00000130489/O43819 0 0 0 0 0 0 0 0 0 7 0 0 0 0
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337 ENSG00000130517/Q9NXJ5 0 7 0 0 0 0 0 0 0 0 0 0 0 0

338 ENSG00000130803/Q96PQ6 0 0 0 0 0 0 0 0 0 0 7 0 0 0

339 ENSG00000130821/P48029 0 0 0 0 0 0 0 0 0 0 0 0 5 0

340 ENSG00000130948/P37058 0 0 0 6 0 0 0 0 1 0 0 0 0 0

341 ENSG00000130958/Q76EJ3 0 0 0 0 0 0 7 0 0 0 0 0 0 0

342 ENSG00000130997/Q7Z5Q5 0 0 0 0 0 0 0 0 0 0 7 0 0 0

343 ENSG00000131269/O75027 0 0 0 0 0 0 0 0 0 7 0 0 0 0

344 ENSG00000131355/Q9BY15 0 0 0 0 0 0 0 0 0 0 0 0 7 0

345 ENSG00000131375/Q9Y6W3 0 6 0 0 0 0 0 0 0 0 2 0 0 0

346 ENSG00000131471/Q16853 0 1 0 1 0 0 1 0 0 0 0 0 6 0

347 ENSG00000131477/O60895 0 0 0 0 0 0 0 3 0 0 0 0 5 0

348 ENSG00000131773/O75525 0 0 0 0 0 0 0 0 0 0 7 0 0 0

349 ENSG00000131910/Q15466 0 3 0 0 0 0 0 0 0 0 7 0 0 0

350 ENSG00000132005/P22670 0 0 0 0 0 0 0 0 0 0 7 0 0 0

351 ENSG00000132164/P48066 0 0 0 0 0 0 0 0 0 0 0 0 5 0

352 ENSG00000132329/O60894 0 0 0 0 0 0 0 0 0 0 0 0 7 0

353 ENSG00000132423/Q9NZJ6 0 0 0 0 0 0 0 0 0 7 0 0 0 0

354 ENSG00000132535/P78352 0 0 0 0 0 0 0 0 0 0 0 0 2 7

355 ENSG00000132703/P02743 0 0 0 0 0 7 0 0 0 0 0 0 0 0

356 ENSG00000132915/P16499 0 0 0 0 0 1 0 0 0 0 0 0 6 0

357 ENSG00000133710/Q9NQ38 0 0 0 0 0 6 0 0 0 0 1 0 0 0

358 ENSG00000134363/P19883 0 0 0 0 0 5 0 0 0 0 0 0 2 0

359 ENSG00000134516/Q92608 0 0 6 0 0 0 0 0 0 0 0 0 1 0

360 ENSG00000134569/O75096 0 0 0 0 0 0 0 0 0 0 0 0 5 0

361 ENSG00000134817/P35414 0 0 0 0 0 0 0 0 0 0 0 0 7 0

362 ENSG00000134882/Q8NBM4 0 0 0 7 0 0 0 0 0 0 0 0 0 0

363 ENSG00000135341/O43318 0 6 0 0 0 0 0 0 0 0 0 0 2 0

364 ENSG00000135677/P15586 0 0 0 0 0 0 0 7 0 0 0 0 0 0

365 ENSG00000135776/Q9NRK6 0 0 0 0 0 0 0 0 0 7 0 0 0 0

366 ENSG00000136444/Q9HA92 0 0 0 0 0 0 0 0 0 7 0 0 0 0

367 ENSG00000136451/Q14119 0 0 0 0 0 0 0 0 0 0 7 0 0 0

368 ENSG00000136824/O95347 0 7 0 0 0 0 0 0 0 0 7 0 0 0

369 ENSG00000136856/Q9NY64 0 0 0 0 0 0 0 0 0 0 0 0 7 0

370 ENSG00000136868/O15431 0 0 0 0 0 0 0 0 0 0 0 0 7 0

371 ENSG00000137338/Q96JS3 0 0 0 0 0 0 0 0 0 0 5 0 0 0

372 ENSG00000137409/Q9NZJ7 0 0 0 0 0 0 0 0 0 7 0 0 0 0

373 ENSG00000137563/Q92820 0 0 0 0 0 6 0 3 0 0 0 0 0 0

374 ENSG00000137573/Q8IWU6 0 0 0 5 0 4 1 0 0 0 0 0 0 0

375 ENSG00000137601/Q96PY6 3 1 0 0 0 0 0 0 0 0 5 0 0 0

376 ENSG00000137713/P30154 0 1 0 0 0 2 0 0 0 0 1 0 1 0

377 ENSG00000137752/P29466 0 6 0 0 0 1 0 0 0 0 0 0 0 0

378 ENSG00000137776/Q9NWH9 0 0 0 0 0 0 0 0 0 0 7 0 0 0

379 ENSG00000137825/P23677 0 2 0 0 0 1 0 0 0 0 0 0 2 0

380 ENSG00000137845/O14672 0 0 0 1 0 0 4 0 0 0 2 0 3 0

381 ENSG00000137871/Q6N043 0 0 0 0 0 0 0 0 0 0 7 0 0 0

382 ENSG00000137975/Q9UQC9 0 0 0 0 0 3 0 0 0 0 0 0 4 0

383 ENSG00000137976/Q8WZ79 0 1 0 0 0 3 0 4 0 0 0 0 0 0

384 ENSG00000137992/P11182 0 0 0 0 0 0 0 0 0 7 0 0 0 0

385 ENSG00000138028/Q99674 0 0 0 0 0 4 0 0 0 0 2 0 1 0

386 ENSG00000138074/Q9Y289 0 0 0 0 0 0 0 0 0 0 0 0 7 0

387 ENSG00000138075/Q9H222 0 0 0 0 0 0 0 0 0 0 0 0 5 0

388 ENSG00000138095/P42704 0 0 0 0 0 0 0 0 0 7 6 0 0 0
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389 ENSG00000138135/O95992 0 0 0 7 0 0 0 0 0 0 0 0 0 0

390 ENSG00000138271/Q9BY21 0 0 0 0 0 0 0 0 0 0 0 0 7 0

391 ENSG00000138346/P51530 0 0 0 0 0 0 0 0 0 1 6 0 0 0

392 ENSG00000138395/Q96Q40 0 3 0 0 0 0 0 0 0 0 0 0 2 0

393 ENSG00000138668/Q14103 0 3 0 0 0 0 0 0 0 0 7 0 0 0

394 ENSG00000138796/Q16836 0 0 0 0 0 0 0 0 0 7 0 0 0 0

395 ENSG00000138942/Q96GF1 0 0 0 6 0 0 0 0 0 2 0 0 0 0

396 ENSG00000139352/P50553 0 0 0 0 0 0 0 0 0 0 7 0 0 0

397 ENSG00000139880/Q86UP0 0 0 0 0 0 0 0 0 0 0 0 0 7 0

398 ENSG00000140015/Q8NCM2 0 0 0 0 0 0 0 0 0 0 0 0 5 0

399 ENSG00000140400/Q9NTJ4 0 1 0 0 0 2 0 0 0 0 0 0 2 0

400 ENSG00000140470/Q8TE56 0 0 0 0 0 7 0 0 0 0 0 0 0 0

401 ENSG00000140479/P29122 0 0 0 3 0 4 0 0 0 0 0 0 2 0

402 ENSG00000140548/Q8N1W2 0 0 0 0 0 0 0 0 0 0 7 0 0 0

403 ENSG00000140835/Q8NCG5 0 0 0 0 0 0 7 0 0 0 0 0 0 0

404 ENSG00000141562/Q9UHQ1 0 0 0 0 0 0 0 0 0 0 7 0 0 0

405 ENSG00000141639/P31152 0 7 0 0 0 0 0 0 0 0 5 0 0 0

406 ENSG00000141644/Q9UIS9 0 0 0 0 0 0 0 0 0 0 7 0 0 0

407 ENSG00000141956/P57071 0 0 0 0 0 0 0 0 0 0 7 0 0 0

408 ENSG00000142166/P17181 1 0 0 0 0 0 0 4 0 0 0 0 3 0

409 ENSG00000142186/Q96KG9 3 7 0 0 0 0 1 0 0 0 2 0 0 0

410 ENSG00000142507/P28072 0 6 0 0 0 0 0 0 0 0 4 0 0 0

411 ENSG00000142619/Q9ULW8 0 7 0 0 0 0 0 0 0 0 0 0 0 0

412 ENSG00000142623/Q9ULC6 0 7 0 0 0 0 0 0 0 0 0 0 0 0

413 ENSG00000142789/P09093 0 1 0 0 0 4 0 0 0 0 0 0 0 0

414 ENSG00000142973/P13584 0 0 0 6 0 0 0 0 5 0 0 0 0 0

415 ENSG00000143067/Q5TEC3 0 1 0 0 0 0 0 0 0 0 5 0 1 0

416 ENSG00000143106/P28066 0 7 0 0 0 0 0 0 0 0 6 0 0 0

417 ENSG00000143147/Q8N6U8 0 0 0 0 0 0 0 0 0 0 0 0 7 0

418 ENSG00000143156/Q9Y5B8 0 2 0 0 0 0 0 0 0 0 1 0 2 0

419 ENSG00000143179/Q9BZX2 0 1 0 0 0 2 0 0 0 0 0 0 2 0

420 ENSG00000143196/Q07507 0 0 0 0 0 7 0 0 0 0 0 0 0 0

421 ENSG00000143217/Q96NY8 0 0 0 0 0 2 0 0 0 0 0 0 5 0

422 ENSG00000143226/P12318 0 0 0 0 0 0 0 0 0 0 0 0 7 0

423 ENSG00000143248/O15539 0 7 0 0 0 0 0 0 0 0 0 0 0 0

424 ENSG00000143469/Q8NB59 0 0 0 0 0 0 0 0 0 0 0 0 5 0

425 ENSG00000143515/P98198 0 0 0 4 0 0 1 0 0 0 0 0 4 0

426 ENSG00000143627/P30613 0 3 0 0 0 0 0 0 0 0 0 0 2 0

427 ENSG00000143933/P62158 2 4 0 0 0 2 0 0 0 0 1 0 0 0

428 ENSG00000144028/O75643 0 0 0 0 0 0 0 0 0 0 7 0 0 0

429 ENSG00000144481/Q7Z2W7 0 0 0 4 0 0 0 0 0 0 0 0 5 0

430 ENSG00000144792/Q6AZW8 0 0 0 0 0 0 0 0 0 0 7 0 0 0

431 ENSG00000144843/P54922 0 1 0 0 0 1 0 0 0 0 1 0 2 0

432 ENSG00000144935/P48995 0 0 0 0 0 0 0 0 0 0 0 0 7 0

433 ENSG00000145244/Q9Y5Q5 0 0 0 0 0 1 0 0 0 0 0 0 6 0

434 ENSG00000145246/Q9P241 0 0 0 7 0 0 0 0 0 0 0 0 2 0

435 ENSG00000145283/Q3KNW5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

436 ENSG00000145632/Q9NYY3 2 3 1 0 0 0 0 0 0 0 0 0 1 0

437 ENSG00000145730/P19021 0 0 0 0 0 5 0 0 0 0 0 0 2 0

438 ENSG00000145808/Q8TE59 0 0 0 0 0 7 0 0 0 0 0 0 0 0

439 ENSG00000145863/Q16445 0 0 0 0 0 0 0 0 0 0 0 0 7 7

440 ENSG00000145888/P23415 0 0 0 0 0 0 0 0 0 0 0 0 7 6
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441 ENSG00000145936/Q16558 0 0 0 0 0 0 0 0 0 0 0 0 5 0

442 ENSG00000146039/Q9Y2C5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

443 ENSG00000146828/Q9BXP2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

444 ENSG00000147041/Q8TDW5 0 0 0 0 0 0 0 0 0 0 0 0 5 0

445 ENSG00000147099/Q9BY41 0 3 0 0 0 0 0 0 0 0 6 0 0 0

446 ENSG00000147432/Q05901 0 0 0 0 0 0 0 0 0 0 0 0 7 7

447 ENSG00000147576/Q8IWW8 0 0 0 0 0 0 0 0 0 7 0 0 0 0

448 ENSG00000147613/Q96QS6 0 3 0 0 0 0 0 0 0 0 0 0 2 0

449 ENSG00000148339/Q6KCM7 0 0 0 0 0 0 0 0 0 7 0 0 0 0

450 ENSG00000148358/Q5VW38 0 0 0 0 0 0 7 0 0 0 0 0 0 0

451 ENSG00000148516/P37275 0 0 0 0 0 0 0 0 0 0 7 0 0 0

452 ENSG00000148600/Q96JP9 0 0 0 0 0 0 0 0 0 0 0 0 7 0

453 ENSG00000148832/Q6QHF9 0 5 0 0 0 0 0 0 0 0 0 5 0 0

454 ENSG00000148834/P78417 0 7 0 0 0 0 0 0 0 0 0 0 0 0

455 ENSG00000149295/P14416 0 0 0 0 0 0 0 0 0 0 0 0 7 0

456 ENSG00000149968/P08254 0 0 0 0 0 7 0 0 0 0 0 0 0 0

457 ENSG00000150054/Q5T2T1 0 0 0 0 0 0 0 0 0 0 0 0 5 0

458 ENSG00000150471/Q9HAR2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

459 ENSG00000150687/O95084 0 0 0 0 0 3 0 0 0 0 4 0 0 0

460 ENSG00000151005/Q9H0I9 0 4 0 0 0 0 0 0 0 0 0 0 1 0

461 ENSG00000151062/Q7Z3S7 0 0 0 0 0 0 0 0 0 0 0 0 7 0

462 ENSG00000151067/Q13936 0 0 0 0 0 0 0 0 0 0 0 0 7 0

463 ENSG00000151079/P17658 0 0 0 0 0 0 0 0 0 0 0 0 7 0

464 ENSG00000151208/Q8TDM6 0 1 0 0 0 0 0 0 0 0 0 0 6 0

465 ENSG00000151422/P16591 0 4 1 0 0 0 0 0 0 0 0 0 2 0

466 ENSG00000151577/P35462 0 0 0 0 0 0 0 0 0 0 0 0 7 0

467 ENSG00000151617/P25101 0 0 0 0 0 0 0 0 0 0 0 0 7 0

468 ENSG00000152034/Q969V1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

469 ENSG00000152332/Q8TAS1 0 0 0 0 0 0 0 0 0 0 7 0 0 0

470 ENSG00000152463/Q9NV23 0 1 0 0 0 2 0 0 0 0 0 0 2 0

471 ENSG00000152782/Q8TE04 0 7 0 0 0 0 0 0 0 0 0 0 0 0

472 ENSG00000152822/Q13255 0 0 0 0 0 0 0 0 0 0 0 0 7 0

473 ENSG00000152944/Q13503 0 0 0 0 0 0 0 0 0 0 7 0 0 0

474 ENSG00000153294/Q8IZF3 0 0 0 0 0 0 0 0 0 0 0 0 7 0

475 ENSG00000153487/Q9UK53 0 0 0 0 0 0 0 0 0 0 7 0 0 0

476 ENSG00000153936/Q7LGA3 0 0 0 0 0 0 7 0 0 0 0 0 0 0

477 ENSG00000154263/Q8WWZ4 0 0 0 0 0 0 0 0 0 0 0 0 5 0

478 ENSG00000154518/P48201 0 0 0 0 0 0 0 0 0 7 0 0 0 0

479 ENSG00000154646/P98073 0 0 0 0 0 0 0 0 0 0 0 0 5 0

480 ENSG00000154736/Q9UNA0 0 0 0 0 0 7 0 0 0 0 0 0 0 0

481 ENSG00000154767/Q01831 0 4 0 0 0 0 0 0 0 0 7 0 0 0

482 ENSG00000154783/Q6ZNL6 0 1 4 3 1 0 4 0 0 0 0 0 0 0

483 ENSG00000154845/Q8TF05 0 1 0 0 0 2 0 0 0 0 0 0 2 0

484 ENSG00000154889/Q53F39 0 1 0 0 0 0 6 0 0 0 0 0 0 0

485 ENSG00000155506/Q6PKG0 0 7 0 0 0 0 0 0 0 0 0 0 0 0

486 ENSG00000156006/P11245 0 7 0 0 0 0 0 0 0 0 0 0 0 0

487 ENSG00000156096/P06133 0 0 0 2 0 0 0 0 5 0 0 0 1 0

488 ENSG00000156222/O00337 0 0 0 0 0 0 0 0 0 0 0 0 7 0

489 ENSG00000156453/Q08174 0 0 0 0 0 0 0 0 0 0 0 0 7 0

490 ENSG00000156642/Q9Y639 0 0 0 0 0 0 0 0 0 0 0 0 7 0

491 ENSG00000156735/O95429 0 7 0 0 0 0 0 0 0 0 2 0 0 0

492 ENSG00000156925/O60481 0 4 0 0 0 0 0 0 0 0 3 0 0 0

74



493 ENSG00000156958/Q01415 0 4 0 0 0 0 0 0 0 0 0 0 1 0

494 ENSG00000156983/P55201 0 2 0 0 0 0 0 0 0 0 7 0 0 0

495 ENSG00000157110/Q93062 0 6 0 0 0 0 0 0 0 0 7 0 0 0

496 ENSG00000157500/Q9UKG1 0 0 0 0 1 0 0 0 0 0 7 0 0 0

497 ENSG00000157800/Q8NCC5 0 0 0 4 0 0 0 0 0 0 0 0 3 0

498 ENSG00000158014/Q9BRI3 0 0 0 0 0 0 0 3 0 0 0 0 4 0

499 ENSG00000158445/Q14721 0 0 0 0 0 0 0 0 0 0 0 0 7 4

500 ENSG00000158516/P48052 0 0 0 0 0 7 0 0 0 0 0 0 0 0

501 ENSG00000158604/Q7Z7H5 0 0 0 7 0 0 0 0 0 0 0 0 0 0

502 ENSG00000158691/O43309 0 0 0 0 0 0 0 0 0 0 7 0 0 0

503 ENSG00000158828/Q9BXM7 0 0 0 0 0 0 0 0 0 7 0 0 0 0

504 ENSG00000158864/O75306 0 0 0 0 0 0 0 0 0 7 0 0 0 0

505 ENSG00000159199/P05496 0 0 0 0 0 0 0 0 0 7 0 0 0 0

506 ENSG00000160211/P11413 1 5 0 2 0 0 0 0 4 0 0 0 0 0

507 ENSG00000160307/P04271 0 6 0 0 0 2 0 0 0 0 4 0 0 0

508 ENSG00000160326/Q9UGQ3 0 0 0 0 0 0 0 0 0 0 0 0 7 0

509 ENSG00000160447/Q6P5Z2 0 0 0 0 0 0 0 0 0 0 7 0 0 0

510 ENSG00000160683/P32302 0 0 0 0 0 0 0 0 0 0 0 0 7 0

511 ENSG00000160867/P22455 0 2 0 3 1 1 0 0 0 0 0 0 2 0

512 ENSG00000160961/Q96JL9 0 0 0 0 0 0 0 0 0 0 7 0 0 0

513 ENSG00000161031/Q96PD5 0 0 0 0 0 3 0 0 0 0 0 0 4 0

514 ENSG00000161405/Q9UKT9 0 5 0 0 0 0 0 0 0 0 6 0 0 0

515 ENSG00000161509/Q14957 0 0 0 0 0 0 0 0 0 0 0 0 7 7

516 ENSG00000161905/P16050 0 6 0 0 0 0 0 0 0 0 0 0 1 0

517 ENSG00000161921/Q9H2A7 0 0 0 0 0 2 0 0 0 0 0 0 5 0

518 ENSG00000162390/Q8WXI4 0 7 0 0 0 0 0 0 0 0 0 0 0 0

519 ENSG00000162409/P54646 0 3 0 2 0 0 0 0 0 0 3 0 0 0

520 ENSG00000162444/Q96R05 0 7 0 0 0 0 0 0 0 0 0 0 0 0

521 ENSG00000162461/Q6PIV7 0 0 0 0 0 0 0 0 0 7 0 0 0 0

522 ENSG00000162551/P05186 0 0 0 0 0 0 0 0 0 0 0 0 7 0

523 ENSG00000162694/Q9UBQ6 0 0 0 4 0 3 1 0 0 0 0 0 0 0

524 ENSG00000162892/Q13007 0 0 0 0 0 7 0 0 0 0 0 0 0 0

525 ENSG00000162909/P17655 0 5 0 0 0 0 1 1 0 0 0 0 1 0

526 ENSG00000163378/Q5NDL2 0 0 0 4 0 1 0 0 0 0 0 0 2 0

527 ENSG00000163394/P32238 0 0 0 0 0 0 0 0 0 0 0 0 7 0

528 ENSG00000163430/Q12841 0 0 0 0 0 7 0 0 0 0 0 0 0 0

529 ENSG00000163545/Q9H093 0 2 0 0 0 0 0 0 0 0 1 0 2 0

530 ENSG00000163581/P11168 0 0 0 0 0 0 0 0 0 0 0 0 7 0

531 ENSG00000163586/P07148 0 6 0 0 0 0 0 0 0 0 7 0 0 0

532 ENSG00000163624/Q92903 0 0 0 7 0 0 0 0 0 0 0 0 0 0

533 ENSG00000163882/P52434 0 0 0 0 0 0 0 0 0 0 7 0 0 0

534 ENSG00000163904/Q9HC62 0 7 0 0 0 0 0 0 0 0 2 0 0 0

535 ENSG00000163932/Q05655 0 5 0 1 0 0 0 0 0 0 2 0 1 0

536 ENSG00000164078/Q04912 0 0 0 0 0 0 0 0 0 0 0 0 7 0

537 ENSG00000164089/Q8TBG4 0 0 0 0 0 0 0 0 0 7 0 0 0 0

538 ENSG00000164199/Q8WXG9 0 0 0 0 0 0 0 0 0 0 0 0 7 0

539 ENSG00000164219/P53609 0 2 0 0 0 1 0 0 0 0 0 0 2 0

540 ENSG00000164344/P03952 0 0 0 0 0 7 0 0 0 0 0 0 0 0

541 ENSG00000164651/Q8IXZ3 0 0 0 0 0 0 0 0 0 0 7 0 0 0

542 ENSG00000164715/Q8IWU2 0 0 0 0 0 0 3 0 0 0 0 0 2 0

543 ENSG00000164733/P07858 0 0 0 0 0 2 0 6 0 0 1 0 0 0

544 ENSG00000164867/P29474 0 1 5 0 0 0 4 0 0 0 0 0 4 0
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545 ENSG00000164879/P07451 0 7 0 0 0 0 0 0 0 0 0 0 0 0

546 ENSG00000165030/Q16649 0 0 0 0 0 0 0 0 0 0 7 0 0 0

547 ENSG00000165078/Q8N4T0 0 0 0 0 0 7 0 0 0 0 0 0 0 0

548 ENSG00000165140/P09467 0 4 0 0 0 0 0 0 0 0 0 0 1 0

549 ENSG00000165194/Q8TAB3 0 0 0 0 0 0 0 0 0 0 0 0 7 0

550 ENSG00000165449/Q7RTY1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

551 ENSG00000165458/O15357 0 2 5 0 0 0 0 0 0 0 0 0 0 0

552 ENSG00000165671/Q96L73 0 0 0 0 0 0 0 0 0 0 7 0 0 0

553 ENSG00000165731/P07949 0 0 0 0 1 0 0 0 0 0 0 0 6 0

554 ENSG00000165752/Q86UX6 0 3 0 0 0 0 0 0 0 0 0 0 2 0

555 ENSG00000166006/Q96PR1 0 0 0 0 0 0 0 0 0 0 0 0 7 6

556 ENSG00000166261/O95125 0 0 0 0 0 0 0 0 0 0 7 0 0 0

557 ENSG00000166311/P17405 0 0 0 0 0 2 0 6 0 0 0 0 0 0

558 ENSG00000166340/O14773 0 0 0 0 0 0 0 7 0 0 0 0 0 0

559 ENSG00000166347/P00167 0 2 0 5 0 0 0 0 5 2 0 0 0 0

560 ENSG00000166446/Q8N8U2 0 0 0 0 0 0 0 0 0 0 7 0 0 0

561 ENSG00000166482/P55083 0 0 0 0 0 7 0 0 0 0 0 0 0 0

562 ENSG00000166484/Q13164 0 7 0 0 0 0 0 0 0 0 6 0 0 0

563 ENSG00000166526/P17036 0 0 0 0 0 0 0 0 0 0 7 0 0 0

564 ENSG00000166548/O00142 0 0 0 0 0 0 0 0 0 7 0 0 0 0

565 ENSG00000166704/Q8WXB4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

566 ENSG00000166747/O43747 0 0 0 0 0 0 7 0 0 0 0 0 0 0

567 ENSG00000166796/P07864 0 7 0 0 0 0 0 0 0 0 0 0 0 0

568 ENSG00000166930/Q9H3V2 0 0 0 0 0 0 0 0 0 0 0 0 5 0

569 ENSG00000166959/Q9BY19 0 0 0 0 0 0 0 0 0 0 0 0 5 0

570 ENSG00000167363/Q9H479 0 1 0 0 0 2 0 0 0 0 0 0 2 0

571 ENSG00000167434/P22748 0 0 0 0 0 0 0 0 0 0 0 0 7 0

572 ENSG00000167491/Q86YP4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

573 ENSG00000167600/Q96SQ9 0 0 0 7 0 0 0 0 5 0 0 0 0 0

574 ENSG00000167685/Q8N0Y2 0 0 0 0 0 0 0 0 0 0 7 0 0 0

575 ENSG00000167700/Q96ES6 0 0 0 2 0 0 0 0 0 0 0 0 5 0

576 ENSG00000167754/Q9Y337 0 0 0 0 0 7 0 0 0 0 0 0 0 0

577 ENSG00000167755/Q92876 0 5 0 0 0 2 0 0 0 0 1 0 0 0

578 ENSG00000167769/Q8TDN7 0 0 0 7 0 0 0 0 0 0 0 0 0 0

579 ENSG00000167791/Q9NPB3 0 0 1 0 0 0 5 0 0 0 0 0 2 0

580 ENSG00000167967/Q66K89 0 1 0 0 0 0 0 0 0 0 7 0 0 0

581 ENSG00000168038/Q96C45 0 3 0 0 0 0 0 0 0 0 0 0 2 0

582 ENSG00000168065/Q9NSA0 0 0 0 0 0 0 0 0 0 0 0 0 7 0

583 ENSG00000168412/P48039 0 0 0 0 0 0 0 0 0 0 0 0 7 0

584 ENSG00000168615/Q13443 0 0 0 0 0 2 0 0 0 0 0 0 5 0

585 ENSG00000169118/Q9HCP0 0 7 0 0 0 0 0 0 0 0 0 0 0 0

586 ENSG00000169302/Q8WU08 0 0 0 0 0 0 0 0 0 0 0 0 7 0

587 ENSG00000169372/P78560 0 6 0 0 0 0 0 0 0 0 7 0 0 0

588 ENSG00000169427/Q9NPC2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

589 ENSG00000169432/Q15858 0 0 0 0 0 0 0 0 0 0 0 0 7 0

590 ENSG00000169504/Q9Y696 0 4 0 0 0 0 0 0 0 3 2 0 0 0

591 ENSG00000169692/O15120 0 0 0 7 0 0 0 0 0 0 0 0 0 0

592 ENSG00000169733/Q9Y644 0 0 0 0 0 3 4 0 0 0 0 0 3 0

593 ENSG00000169814/P43251 0 0 0 0 0 7 0 0 0 0 0 0 0 0

594 ENSG00000169826/Q8N6G5 0 0 0 0 0 0 7 0 0 0 0 0 0 0

595 ENSG00000169877/Q9NZD4 0 7 0 0 0 0 0 0 0 0 0 0 0 0

596 ENSG00000169885/Q8TD86 0 5 0 0 0 0 0 0 0 0 5 0 0 0
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597 ENSG00000170049/O43448 0 7 0 0 0 0 0 0 0 0 0 0 0 0

598 ENSG00000170255/Q96LB2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

599 ENSG00000170374/Q8TDD2 0 3 0 0 0 0 0 0 0 0 4 0 0 0

600 ENSG00000170448/Q6ZNB6 0 0 0 0 0 0 0 0 0 0 4 0 3 0

601 ENSG00000170899/O15217 0 7 0 0 0 0 0 0 0 0 0 0 0 0

602 ENSG00000170955/Q969G5 0 7 0 0 0 0 0 0 0 0 0 0 0 0

603 ENSG00000171016/Q9Y3Y4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

604 ENSG00000171094/Q9UM73 0 0 0 0 0 0 0 0 0 0 0 0 7 0

605 ENSG00000171105/P06213 0 0 0 0 0 0 0 0 0 0 0 0 7 0

606 ENSG00000171314/P18669 0 3 0 0 0 0 0 0 0 0 0 0 2 0

607 ENSG00000171320/Q56NI9 0 0 0 0 0 0 0 0 0 0 7 0 0 0

608 ENSG00000171435/Q6VAB6 0 7 0 0 0 0 0 0 0 0 0 0 0 0

609 ENSG00000171469/Q8N587 0 0 0 0 0 0 0 0 0 0 7 0 0 0

610 ENSG00000172115/P99999 0 0 0 0 0 0 0 0 0 7 0 0 0 0

611 ENSG00000172183/Q96AZ6 0 6 0 0 0 0 0 0 0 0 5 0 0 0

612 ENSG00000172380/Q9UBI6 0 0 0 0 0 0 0 0 0 0 0 0 7 0

613 ENSG00000172404/Q7Z6W7 0 2 0 0 0 0 0 0 0 0 6 0 0 0

614 ENSG00000172466/P17028 0 0 0 0 0 0 0 0 0 0 7 0 0 0

615 ENSG00000172497/Q8WYK0 0 7 0 0 0 0 0 0 0 0 0 0 0 0

616 ENSG00000172680/P00540 0 3 0 0 0 0 0 0 0 0 0 0 2 0

617 ENSG00000172818/O14753 0 0 0 0 0 0 0 0 0 0 7 0 0 0

618 ENSG00000172878/Q6UB28 0 0 0 0 0 0 0 0 0 7 0 0 0 0

619 ENSG00000172935/Q96AM1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

620 ENSG00000172939/O95747 0 7 0 0 0 0 0 0 0 0 0 0 0 0

621 ENSG00000173137/Q3MIX3 0 0 0 0 0 0 0 0 0 0 0 0 5 0

622 ENSG00000173198/Q9Y271 0 0 0 0 0 0 0 0 0 0 0 0 7 0

623 ENSG00000173208/Q9UBJ2 0 0 0 0 0 0 0 0 0 0 0 7 0 0

624 ENSG00000173391/P78380 0 0 0 0 0 2 0 0 0 0 0 0 5 0

625 ENSG00000173432/P0DJI8 0 0 0 0 0 7 0 0 0 0 0 0 0 0

626 ENSG00000173531/P26927 0 0 0 0 0 7 0 0 0 0 0 0 0 0

627 ENSG00000173535/O14798 0 0 0 0 0 0 0 0 0 0 0 0 7 0

628 ENSG00000173894/Q14781 0 0 0 0 0 0 0 0 0 0 7 0 0 0

629 ENSG00000173917/P14652 0 0 0 0 0 0 0 0 0 0 7 0 0 0

630 ENSG00000174243/Q9BUQ8 0 0 0 0 0 0 0 0 0 0 7 0 0 0

631 ENSG00000174255/P51504 0 0 0 0 0 0 0 0 0 0 7 0 0 0

632 ENSG00000174332/Q8NBF1 0 0 0 0 0 0 0 0 0 0 7 0 0 0

633 ENSG00000174437/P16615 0 0 0 7 0 0 0 0 0 0 0 0 0 0

634 ENSG00000174684/O43505 0 0 0 0 0 0 7 0 0 0 0 0 0 0

635 ENSG00000174938/Q6UXD5 0 0 0 5 0 0 0 0 0 0 0 0 2 0

636 ENSG00000174990/P35218 0 0 0 0 0 0 0 0 0 7 0 0 0 0

637 ENSG00000175336/Q13790 0 0 0 0 0 6 0 0 0 0 1 0 0 0

638 ENSG00000175514/Q8TDT2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

639 ENSG00000175538/Q9Y6H6 0 3 0 0 0 0 0 0 0 0 0 0 5 0

640 ENSG00000175564/P55916 0 0 0 0 0 0 0 0 0 7 0 0 0 0

641 ENSG00000175567/P55851 0 0 0 0 0 0 0 0 0 7 0 0 0 0

642 ENSG00000175697/Q8NFN8 0 0 0 0 0 0 0 0 0 0 0 0 7 0

643 ENSG00000176083/Q8IZ20 0 0 0 0 0 0 0 0 0 0 7 0 0 0

644 ENSG00000176393/Q9H4A4 0 0 0 0 0 7 0 0 0 0 0 0 0 0

645 ENSG00000176402/Q8NFK1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

646 ENSG00000177302/Q13472 0 0 0 0 0 0 0 0 0 0 7 0 0 0

647 ENSG00000177464/P46093 0 0 0 0 0 0 0 0 0 0 0 0 7 0

648 ENSG00000177613/Q9H0L4 0 0 0 0 0 0 0 0 0 0 7 0 0 0
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649 ENSG00000177628/P04062 0 0 0 0 0 0 0 7 0 0 0 0 0 0

650 ENSG00000177879/Q92572 0 0 0 0 0 0 7 0 0 0 0 0 0 0

651 ENSG00000177888/Q5SVQ8 0 0 0 0 0 0 0 0 0 0 7 0 0 0

652 ENSG00000178015/Q8NGU9 0 0 0 0 0 0 0 0 0 0 0 0 7 0

653 ENSG00000178172/Q6UWN8 0 0 0 0 0 5 0 0 0 0 2 0 0 0

654 ENSG00000178394/P08908 0 0 0 0 0 0 0 0 0 0 0 0 7 0

655 ENSG00000179097/P30939 0 0 0 0 0 0 0 0 0 0 0 0 7 0

656 ENSG00000179546/P28221 0 0 0 0 0 0 0 0 0 0 0 0 7 0

657 ENSG00000179603/O00222 0 0 0 0 0 0 0 0 0 0 0 0 7 0

658 ENSG00000179750/Q9UH17 0 0 0 0 0 0 0 0 0 0 7 0 0 0

659 ENSG00000179761/Q9P0Z9 0 0 0 0 0 0 0 0 0 0 0 7 0 0

660 ENSG00000179930/Q5T619 0 0 0 0 0 0 0 0 0 0 7 0 0 0

661 ENSG00000180370/Q13177 0 5 0 0 0 0 0 0 0 0 1 0 0 0

662 ENSG00000180532/Q8NAM6 0 0 0 0 0 0 0 0 0 0 7 0 0 0

663 ENSG00000180616/P30874 0 0 0 0 0 0 0 0 0 0 0 0 7 0

664 ENSG00000180914/P30559 0 0 0 0 0 0 0 0 0 0 0 0 7 0

665 ENSG00000181085/Q8TD08 0 2 0 0 0 3 1 0 0 1 0 0 1 0

666 ENSG00000181619/Q8IZ08 0 0 0 0 0 0 0 0 0 0 0 0 7 0

667 ENSG00000181666/P10072 0 0 0 0 0 0 0 0 0 0 7 0 0 0

668 ENSG00000181896/Q8IZC7 0 0 0 0 0 0 0 0 0 0 7 0 0 0

669 ENSG00000182054/P48735 0 0 0 0 0 0 0 0 0 7 0 0 0 0

670 ENSG00000182134/Q9Y2W6 0 4 0 0 0 0 0 0 0 6 0 0 0 0

671 ENSG00000182256/Q99928 0 0 0 0 0 0 0 0 0 0 0 0 7 6

672 ENSG00000182473/Q9UPT5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

673 ENSG00000182541/P53671 0 5 0 0 0 0 0 0 0 0 6 0 0 0

674 ENSG00000182580/P54753 0 0 0 0 0 1 1 0 0 0 0 0 6 0

675 ENSG00000182631/Q9NSD7 0 0 0 0 0 0 0 0 0 0 0 0 7 0

676 ENSG00000183309/O75123 0 0 0 0 0 0 0 0 0 0 7 0 0 0

677 ENSG00000183542/O43908 0 0 0 0 0 0 0 0 0 0 0 0 5 0

678 ENSG00000183621/Q7Z4V0 0 0 0 0 0 0 0 0 0 0 7 0 0 0

679 ENSG00000183729/P48145 0 0 0 0 0 0 0 0 0 0 0 0 7 0

680 ENSG00000183734/Q99929 0 3 0 0 0 0 0 0 0 0 5 0 0 0

681 ENSG00000183778/Q9Y2C3 0 0 0 1 0 0 7 0 0 0 0 0 0 0

682 ENSG00000183856/Q86VI3 0 2 0 0 0 1 0 0 0 0 0 0 2 0

683 ENSG00000183862/Q16280 0 0 0 0 0 0 0 0 0 0 1 0 4 0

684 ENSG00000183914/Q9P225 0 3 0 0 0 0 0 0 0 0 0 0 2 0

685 ENSG00000184012/O15393 0 0 0 0 0 1 0 0 0 0 0 0 6 0

686 ENSG00000184076/Q9UDW1 0 0 0 0 0 0 0 0 0 7 0 0 0 0

687 ENSG00000184292/P09758 0 0 0 0 0 0 0 0 0 0 3 0 4 0

688 ENSG00000185010/P00451 0 0 0 0 0 7 0 0 0 0 0 0 0 0

689 ENSG00000185219/P59923 0 0 0 0 0 0 0 0 0 0 7 0 0 0

690 ENSG00000185252/Q16587 0 0 0 0 0 0 0 0 0 0 7 0 0 0

691 ENSG00000185760/Q9NR82 0 0 0 0 0 0 0 0 0 0 0 0 5 0

692 ENSG00000185883/P27449 0 0 0 0 0 0 0 0 0 0 0 0 5 0

693 ENSG00000185897/O14843 0 0 0 0 0 0 0 0 0 0 0 0 7 0

694 ENSG00000186009/P51164 0 0 0 0 0 0 0 0 0 0 0 0 7 0

695 ENSG00000186184/Q9Y2S0 0 0 0 0 0 0 0 0 0 0 7 0 0 0

696 ENSG00000186204/Q9HCS2 0 0 0 7 0 0 0 0 5 0 0 0 0 0

697 ENSG00000186474/Q9UKR0 0 0 0 0 0 7 0 0 0 0 0 0 0 0

698 ENSG00000186517/Q7Z6I6 0 1 0 0 0 2 0 0 0 0 0 0 2 0

699 ENSG00000186918/Q9H8N7 0 5 0 0 0 0 0 0 0 0 5 0 0 0

700 ENSG00000187210/Q02742 0 0 0 0 0 0 7 0 0 0 0 0 0 0

78



701 ENSG00000187258/Q6W5P4 0 6 0 0 0 0 0 0 0 0 0 0 1 0

702 ENSG00000187527/Q4VNC0 0 0 0 0 0 0 0 0 0 0 0 0 5 0

703 ENSG00000187555/Q93009 0 0 0 0 0 0 0 0 0 0 7 0 0 0

704 ENSG00000187714/Q16572 0 0 0 0 0 0 0 0 0 0 0 0 5 0

705 ENSG00000188290/Q9HCC6 0 0 0 0 0 0 0 0 0 0 7 0 0 0

706 ENSG00000188342/P13984 0 0 0 0 0 0 0 0 0 0 7 0 0 0

707 ENSG00000188386/Q96LZ3 0 1 0 0 0 2 0 0 0 0 0 0 2 0

708 ENSG00000188655/P60153 0 0 0 0 0 5 0 0 0 0 2 0 0 0

709 ENSG00000188778/P13945 0 0 0 0 0 0 0 0 0 0 0 0 7 0

710 ENSG00000188822/P34972 0 0 0 0 0 0 0 0 0 0 0 0 7 0

711 ENSG00000188992/Q6XZB0 0 0 0 0 0 1 0 0 0 0 0 0 6 0

712 ENSG00000196090/O14522 0 0 0 0 0 0 0 0 0 0 0 0 5 0

713 ENSG00000196131/Q8NFZ6 0 0 0 0 0 0 0 0 0 0 0 0 7 0

714 ENSG00000196154/P26447 0 0 0 0 0 4 0 0 0 0 3 0 0 0

715 ENSG00000196371/P22083 0 0 0 0 0 0 7 0 0 0 0 0 0 0

716 ENSG00000196588/Q969V6 0 5 0 0 0 0 0 0 0 0 7 0 0 0

717 ENSG00000196639/P35367 0 0 0 0 0 0 0 0 0 0 0 0 7 0

718 ENSG00000196767/P49335 0 0 0 0 0 0 0 0 0 0 7 0 0 0

719 ENSG00000196811/P07510 0 0 0 0 0 0 0 0 0 0 0 0 7 7

720 ENSG00000197106/Q9H1V8 0 0 0 0 0 0 0 0 0 0 0 0 5 0

721 ENSG00000197140/Q8TC27 0 0 0 0 0 0 0 0 0 0 0 0 5 0

722 ENSG00000197324/Q7Z4F1 0 0 0 0 0 0 0 0 0 0 0 0 5 0

723 ENSG00000197417/Q9UHJ6 0 7 0 0 0 0 0 0 0 0 0 0 0 0

724 ENSG00000197566/Q9P2J8 0 0 0 0 0 0 0 0 0 0 7 0 0 0

725 ENSG00000197580/Q9BYV7 0 0 0 0 0 0 0 0 0 7 0 0 0 0

726 ENSG00000197714/Q14592 0 0 0 0 0 0 0 0 0 0 7 0 0 0

727 ENSG00000197888/O75795 0 0 0 2 0 0 0 0 5 0 0 0 1 0

728 ENSG00000197891/Q96S37 0 0 0 0 0 0 0 0 0 0 0 0 7 0

729 ENSG00000197961/P58317 0 0 0 0 0 0 0 0 0 0 7 0 0 0

730 ENSG00000198077/P20853 0 0 0 5 0 0 0 0 5 0 0 0 1 0

731 ENSG00000198160/Q8N108 0 4 0 0 0 0 0 0 0 0 5 0 0 0

732 ENSG00000198178/Q8WTT0 0 0 0 0 0 0 0 0 0 0 0 0 5 0

733 ENSG00000198189/Q8NBQ5 0 2 0 0 0 3 0 0 0 0 0 0 2 0

734 ENSG00000198205/P98168 0 0 0 0 0 0 0 0 0 0 7 0 0 0

735 ENSG00000198650/P17735 0 0 0 0 0 0 0 0 0 7 0 0 0 0

736 ENSG00000198682/O95340 0 3 0 0 0 0 0 0 0 0 0 0 2 0

737 ENSG00000198753/Q9ULL4 0 0 0 0 0 0 0 0 0 0 0 0 7 0

738 ENSG00000198821/P20963 0 0 0 0 0 0 0 0 0 0 0 0 7 0

739 ENSG00000198825/Q9Y2H2 0 3 0 0 3 0 0 0 0 0 0 0 1 0

740 ENSG00000198829/Q9BXA5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

741 ENSG00000198830/P05204 0 5 0 0 0 0 0 0 0 0 7 0 0 0

742 ENSG00000198835/Q5T442 0 0 0 0 0 0 0 0 0 0 0 0 7 0

743 ENSG00000198929/O75052 0 0 0 0 0 0 0 0 0 0 5 0 0 0

744 ENSG00000203837/Q17RR3 0 0 0 0 0 5 0 0 0 0 0 0 2 0

745 ENSG00000204099/Q8WWR8 0 0 0 0 0 0 0 7 0 0 0 0 0 0

746 ENSG00000204195/Q58HT5 0 0 0 7 0 0 0 0 0 0 0 0 0 0

747 ENSG00000204356/P18615 0 0 0 0 0 0 0 0 0 0 7 0 0 0

748 ENSG00000204370/O14521 0 0 0 0 0 0 0 0 0 7 0 0 0 0

749 ENSG00000204390/P34931 0 0 0 0 0 1 0 0 0 2 1 0 1 0

750 ENSG00000204472/P55008 0 4 3 0 0 0 0 0 0 0 2 0 0 0

751 ENSG00000204560/O60231 0 0 0 0 0 0 0 0 0 0 7 0 0 0

752 ENSG00000204574/Q8NE71 0 7 0 0 0 0 0 0 0 0 0 0 0 0
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753 ENSG00000204961/Q9Y5H5 0 0 0 0 0 0 0 0 0 0 0 0 7 0

754 ENSG00000204983/P07477 0 0 0 0 0 7 0 0 0 0 0 0 0 0

755 ENSG00000205143/A6NKF2 0 0 0 0 0 0 0 0 0 0 7 0 0 0

756 ENSG00000205213/Q9BXB1 0 0 0 0 0 0 0 0 0 0 0 0 7 0

757 ENSG00000205581/P05114 0 2 0 0 0 0 0 0 0 0 7 0 0 0

758 ENSG00000206190/O60312 0 0 0 7 0 0 0 0 0 0 0 0 2 0

759 ENSG00000206503/P04439 0 0 0 0 0 0 3 0 0 0 0 0 6 0

760 ENSG00000206503/P13746 0 0 0 0 0 0 2 0 0 0 0 0 7 0

761 ENSG00000206503/P16188 0 0 0 0 0 0 2 0 0 0 0 0 7 0

762 ENSG00000213339/Q9BXR0 0 7 0 0 0 0 0 0 0 3 0 0 0 0

763 ENSG00000213347/Q9BW11 0 0 0 0 0 0 0 0 0 0 7 0 0 0

764 ENSG00000213398/P04180 0 0 0 0 0 6 0 0 0 0 0 0 1 0

765 ENSG00000213445/Q96FS4 0 0 0 0 0 0 0 0 0 0 7 0 0 0

766 ENSG00000213619/O75489 0 0 0 0 0 0 0 0 0 7 0 0 0 0

767 ENSG00000213780/Q92759 0 0 0 0 0 0 0 0 0 0 7 0 0 0

768 ENSG00000213927/Q9Y4X3 0 0 0 0 0 7 0 0 0 0 0 0 0 0

769 ENSG00000214022/Q9BWE0 0 0 0 0 0 0 0 0 0 0 7 0 0 0

770 ENSG00000215644/P47871 0 0 0 0 1 0 0 0 0 0 0 0 6 0

771 ENSG00000221914/P63151 0 3 0 0 0 0 0 0 0 0 0 0 2 0

772 ENSG00000231925/O15533 0 0 0 7 0 0 0 0 0 0 0 0 0 0

773 ENSG00000232810/P01375 0 0 0 0 0 2 0 0 0 0 0 0 5 0

774 ENSG00000233276/P07203 0 7 0 0 0 0 0 0 0 0 0 0 0 0

775 ENSG00000240857/Q9HBH5 0 0 0 4 0 0 0 0 0 0 2 0 1 0

776 ENSG00000241119/O60656 0 0 0 7 0 0 0 0 2 0 0 0 0 0

777 ENSG00000243279/O60831 0 0 0 0 1 0 0 0 0 0 0 0 4 0

778 ENSG00000243477/Q93015 0 7 0 0 0 0 0 0 0 0 0 0 0 0

779 ENSG00000243480/P04746 0 0 0 0 0 7 0 0 0 0 0 0 0 0

780 ENSG00000244405/P41161 0 0 0 0 0 0 0 0 0 0 7 0 0 0

781 ENSG00000244474/P22310 0 0 0 7 0 0 0 0 2 0 0 0 0 0

782 ENSG00000245680/Q52M93 0 0 0 0 0 0 0 0 0 0 7 0 0 0

783 ENSG00000248383/Q9H158 0 0 0 0 0 0 0 0 0 0 0 0 7 0

784 ENSG00000251369/Q7Z398 0 0 0 0 0 0 0 0 0 0 7 0 0 0

785 ENSG00000251664/Q9UN75 0 0 0 0 0 0 0 0 0 0 0 0 7 0

786 ENSG00000253873/Q9Y5H2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

787 ENSG00000253953/Q9UN71 0 0 0 0 0 0 0 0 0 0 0 0 7 0

788 ENSG00000254986/Q9NY33 0 7 0 0 0 0 0 0 0 0 0 0 0 0

789 ENSG00000257017/P00738 0 0 0 0 0 7 0 0 0 0 0 0 0 0

790 ENSG00000258818/P34096 0 0 0 0 0 5 0 0 0 0 0 0 2 0

791 ENSG00000261701/P00739 0 0 0 0 0 5 0 0 0 0 2 0 0 0

792 ENSG00000263002/Q14588 0 0 0 0 0 0 0 0 0 0 7 0 0 0

793 ENSG00000265107/P36382 0 0 0 0 0 0 0 0 0 0 0 0 7 0

794 ENSG00000269437/Q9GZY0 0 7 0 0 0 0 0 0 0 0 7 0 0 0

795 ENSG00000272674/Q9NRJ7 0 0 0 0 0 0 0 0 0 0 0 0 5 0

796 ENSG00000273513/A0A087X1G2 0 0 0 0 0 0 0 0 0 0 0 0 7 0

797 ENSG00000275111/Q9BSG1 0 0 0 0 0 0 0 0 0 0 7 0 0 0

798 ENSG00000276644/Q9UI36 0 0 0 0 0 0 0 0 0 0 7 0 0 0

799 ENSG00000278129/P17098 0 0 0 0 0 0 0 0 0 0 7 0 0 0
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