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ABSTRACT 

The  electric  vehicles  (EVs)  are  emerging  as  an  alternative  solution  to  the  conventional 

gasoline vehicles. The EV market faces different  issues related to  limited range, which are 

associated  with  the  battery  technology  and  the  charging  network.  A  clear  emphasis  is 

placed  on  how  well  the  supporting  recharging  facilities  (RFs)  are  deployed  in  order  to 

reduce the limited range. The aim of this study is to investigate how suitably the locations 

for RFs can be chosen  in order  to  satisfy  the demand. Charging demand  is a multifaceted 

problem, the majority of them charge at home and do not experience the maximum range of 

the  EV  in  an  attempt  to  avoid  being  stranded with  a  flat  battery,  and  the  deployment  of 

rapid chargers is costly. A desired balance between supply and demand can be achieved by 

identifying  the  most  influential  factors  affecting  the  design  and  use  of  the  RFs.  The 

fundamental monitoring of the use of RFs would reflect the quality of design, highlight the 

emerging design needs, and assist with the strategic deployment of the RFs. The interest in 

alternative  transport  is  shaped  primarily  by  consumer  perceptions  and  users’  feedback. 

This  thesis  integrates  visual  and  statistical  elements  in order  to understand  the end‐user 

emerging design needs  and  to model  the RFs.  In  this  thesis,  over 12,725  charging  events 

were analysed in conjunction to 20 interviews with EV users and stakeholders. With the use 

of  an  agent‐based modelling  technique,  it  has  been  possible  to  capture  and  simulate  the 

electric‐mobility  system.  By  means  of  integrated  spatiotemporal  modelling,  the  results 

indicated  that  the  proposed  model  is  capable  of  identifying  candidate  locations  for 

deploying RFs. A multi method approach is presented to understand the concepts of, model 

and  design  the  RFs.  The  outcome  of  this  research  should  be  of  interest  to  planning 

authorities and policy makers of alternative means of transport. 

 

 

Keywords:   Agent  architecture,  charging  behaviour,  charging  infrastructure,  clustering 

analysis, EV users, recharging facilities, simulation modelling, space syntax 
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CHAPTER 1.  INTRODUCTION 

 

“The time is right for electric cars - in fact the time is critical.” 

 

 

 

 

By Carlos Ghosn, Chief Executive of Renault-Nissan (2013) 

 

 

 

 

One  of  the  main  economic  issues  related  to  urban  areas  is  transportation.  The 

interrelationships  between  community  economic  development,  transportation,  urban 

revitalisation,  energy  efficiency,  land  use  and  environmental  protection  form  the  urban 

communities Holmes, 1997). It is crucial for the movement of goods and people around the 

countries, and it allows access to services, education, and leisure activities (HM Government; 

Schäfer & Dray, 2011). Transport provides employment itself and contributes to countries’ 

economies  (Gray,  2014);  it  liaises  with  businesses  to  expand  and  create  wealth  and 

employment  (Herbert,  2011).  Especially  in  countries  of  the  developing world,  enhancing 

mobility  for  poor  and  vulnerable  groups  is  one  of  the  most  important  preconditions  of 

development (Pardo et al., 2012). Cities represent a crucial battlefield for societies to meet 

the  challenges  of  sustainable  development  mainly  the  creation  of  new  low‐carbon 

economies.  Cities’  growth  patterns  are  undergoing  qualitative  change;  studying  and 

analysing  urban  transportation  networks,  modes  and  transit  systems  operating  in  cities 

becomes essential and has been gaining more attention in recent years (Quigley, 2008;  Xia, 

2005; Anas et  al.,  1998). Economic and  social development  spanning  the past  forty years 

has contributed to the expansion of cities into the suburbs (Frade et al., 2011). Accordingly, 

individual motorised transport has increased to alter the pattern of urban mobility.  People 

desire to live and work in different cohesive and vibrant neighbourhoods and at the same 

time  increase  the  diversity  in  their  social  lives  via  mobility.  They  acquire  high‐quality 

transit  service  that  gives  them  convenient  lower‐impact ways  of  getting  around  (USGBC, 

2010; Smith, 2008; Filmanowicz, 2007).  
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A projected look into the future indicates a higher population growth rate, and an increase in 

urban trends where the automobile population is growing at a much faster rate than before 

(OLEV, 2011; Proost, 2000).   

Transport represents one of the fastest growing sectors of the economy in terms of energy 

use and the environmental burden of conventional means of transport (Foley et al., 2013). 

The Internal Combustion Engine (ICE) has a considerable environmental  footprint and the 

reliance  on  oil  and  other  fossil  fuels  contributes  to  the  worldwide  pollution  that  causes 

global warming, which also threatens economic and national security (Rio, 2012).   

 

The transport sector, road‐based emissions, was responsible for approximately 14 % of the 

Global  Greenhouse  Gas  (GHG)  emissions  as  per  IEA  (2007).  In  recent  years,  the 

environmental burden of the UK urban road traffic has been of concern to governments and 

authorities  of  developed  countries  (OLEV,  2013;  2011)  with  an  increasing  interest  in 

mitigating this (Orsato, 2009; Michaelis, 1996), as well as to develop and (re‐) design cities 

to  make  them  more  liveable  (Breithaupt,  2010).  Between  the  years  2004  ‐  2010,  road 

transport  in  the  UK  contributed  more  than  66.6%  to  climate  change  and  68%  from  the 

overall energy consumption (DfT, 2011). In 2012, the transport sector contributed 24.6% of 

the  total  carbon  dioxide  emissions  (DECC,  2014).  This  implies  that  the  current 

transportation system  is unsustainable (Frade et al., 2011;   Kousoulidou et al., 2008) and 

indicates the need for a major transformation in performance along with a societal change to 

deliver  a more  sustainable  and  accessible  transport  system (Gray,  2014).  It  highlights  the 

urgent need for an efficient and integrated mobility system, which utilises alternative smart 

means, tools and methods that will overcome the barriers for switching from ICE vehicles to 

e‐mobility (Beeton, 2014).  

 

Across  the  Organisation  of  Economic  Co‐operation  and  Development  (OCED),  Transport‐

sector CO2 emissions represent 30% of overall CO2 emissions  from fossil  fuel combustion 

(OCED, 2010). Stakeholders across the OECD countries (IEA, 2011; 1993) and across the EU 

(Grunig  et  al.,  2011;  COWI,  2002)  have  started  to  focus  on  low  carbon  emission  vehicle 

industry  and markets  by  considering  alternative means  of  transportation  (IMechE,  2000) 

e.g.  hybrid,  electric,  hydrogen/fuel  cell  (Herbert,  2011) with  the  attention  to  the  expected 

depletion  of  fuels.  These  democracies  work  together  to  understand  and  respond  to  new 

developments  and  concerns  (Wee  et  al.,  2012;  Strange  &  Bayley,  2008;  Garling,  2001). 

Throughout  Europe  representatives  of  the  energy  industry,  manufacturing,  politics  and 

research are participating in several programs to advance the integration of clean means of 

transport  (Raab,  2011).  Due  to  the  urgent  challenges  presented  by  carbon  reduction 

targets,  climate  change  concerns,  air  quality  goals,  and  resources  depletion  threats; most 

developed economies are conducting low‐carbon policies and initiatives to make Europe’s 
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electricity cleaner via investing on efficient energy and low carbon technologies in addition 

to clean coal, gas, and nuclear power. As for the matter of transport matter, they are relying 

heavily on the electrification of road vehicles, especially in a single vehicle owner to achieve 

carbon reduction goals (Morton et al., 2011). Efficient electric technologies in transport and 

buildings, combined with the development of smart grids play a key role in reducing fossil 

fuel  consumption  and making  electricity  more  sustainable  (EURELECTRIC,  2014).  Smart 

Grid is a solution for the existing electrical grid that is ill‐equipped to handle the demand of 

the  end‐users  as  well  as  renewable  sources  of  energy  which  are  intermittent  and  less 

predictable than fossil fuel based generators (Hicks, 2012). It integrates several methods of 

coordination  between  the  grid  and  the  loads  which  in  turn  could  help  avoid  network 

congestion (Abedi et al., 2014 ; ElBanhawy et al., 2012; Rodriguez, 2010).  

1.1 Mobility Technology and Advanced Systems 

The transport sector is an emerging market that endures a wide range of technologies. It is 

already  well  imbued  with  Information  and  Communications  Technology  (ICT)  and 

technologies  such  as  GPS  (Global  positioning  Systems)  (ElBanhawy  et  al.,  2012;  Beeton, 

2012). Research on Intelligent Transport Systems (ITS) covers a wide field, as it comprises a 

combination of communication, computer and control technology developed and applied in 

transport  to  improve  efficiency  and  system  performance  and  to  facilitate  mobility.  To 

vehicles, innovative technologies can be applied as well as transport infrastructure and used 

by  stakeholders  embracing  transport  organisation,  information  technology  (real‐time 

information,  tracking  and  vehicle‐to‐vehicle  communication)  and  passengers  to  improve 

service quality and transport management (TRIP, 2014). In addition, transport management 

is  where  effort  is  being  directed  to  changing  the  ways  air,  rail,  road  and  waterborne 

transport  systems,  particularly  the  infrastructure,  are  used.  It  includes  increasing  or 

reducing  capacity,  reallocating  capacity  and  changes  in  the  operation  of  public  transport 

(TRIP, 2014). It can be considered as a platform for exporting and commercializing services 

and ICT resulting in business growth (ElBanhawy et al., 2012; Beeton, 2012; 2011).  

 

Internationally  and  across  Europe,  there  is  a  range  of  technology  opportunities  and 

strategies available for the smart transportation modes in the 21st Century (Schäfer & Dray, 

2011).  Electric  Vehicles  (EVs)  and  the  related  infrastructure  are  being  developed  rapidly 

(Guo  et  al.,  2012).  It  enables  vehicle‐based,  battery,  charging  types  and  charging  supply 

chain technologies (Bongardt & Schmid, 2011)  which in return impacts the long‐term future 

strategies  for  EVs.  In  particular,  battery  technology  and  charging  types  are  evolving  very 

rapidly  to  meet  the  desired  energy  savings  threshold,  ranges,  and  speeds  (European 

Commision,  2011).  Moreover,  the  sector  facilitates  having  a  stream  of  transferred 

knowledge and technologies between regions and particularly adopting technologies to local 
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contexts  of  developing  countries  and  emerging  economics  (Bongardt  &  Schmid,  2011; 

Hodges & Bell, 2011).  

 

In the UK, in order to develop an integrated regional recharging infrastructure, the Office of 

Low Emission Vehicles launched Plug in Places (PiP) fund in 2010 (OLEV, 2011). Successful 

PiP  regions  are  situated  in  the  North  East,  Milton  Keynes,  London,  the  East  of  England, 

Greater Manchester,  the Midlands, Scotland and Northern  Ireland (DfT, 2013a). Moreover, 

UK  infrastructure  development  started  to  expand  outside  these  regions  as  a  part  of  the 

development strategy plan, see (Figure 1‐1).  Each city has its own strategy to promote and 

support  the  EV  market.  London  had  developed  the  EV  Delivery  Plan  setting  out  a 

comprehensive strategy to stimulate the market for EV in London (Yarrow, 2009).  

 

Increasingly, the USA, both at state and federal  level, (CEC, 2011; Doyle et al., 2011; Kemp, 

2005) is initiating and accelerating current plans to move towards more clean, alternatively 

fuelled, i.e. non‐ ICE (Wiesenthal et al., 2010; Thomas, 2009; Tate et al., 2008; IMechE, 2000) 

and smart and  intelligent means of  transportation  (Bell, 2006) at  city,  regional  and global 

scales  (Small,  José,  &  Gómez‐Ibáñez,  2005).  Despite  some  false  starts  not  so  long  ago 

(Deventer, 2011; Dings, 2009; Anderson & Anderson, 2005; Mom, 2004), effective support 

from the public level (Ahman, 2006) and the commercial and technological competition race 

for  capturing  market  share  and  commercialised  Research  and  Development  (R&D)  leads 

(Altenburg  &  Fischer,  2012;  Pilkington  &  Dyerson,  2006;  Magnusson  &  Berggren,  2001) 

might  deliver  breakthrough  (  Serra,  2012;  OLEV,  2011;  Deventer,  2011;  Sandalow,  2009; 

Cowan & Hultén, 2001; Hulten & Cowan, 2000); Wakenfield, 1998; Sperling et al., 1994).  

 

 
 

Figure 1‐1: Active regions of national charging network in the UK 
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1.2 Calls for Cross‐ Country Smart Transport 

There are barriers to innovation in transport, which includes road, air and railway sectors. 

With a particular focus on the road‐based sector, the lack of facilities of demonstration and 

validation  at  scale  and  in  the  real world  is  a major  issue  (Gray,  2014).    In  the  context  of 

urgent  challenges  presented  by  carbon  reduction  targets  and  air  quality  goals,  the  EV 

industry is seen by developed countries to be a viable solution (Morton et al., 2011). EVs are 

currently being discussed  intensively around  the world especially  in European and North‐

American  countries  but  also  in  emerging  economies  such  as  China  and  India  (TU  Delft, 

2014). These proactive countries have launched initiatives and programmes to support the 

EV  market.  The  European  Commission,  through  different  agencies  and  framework 

programmes,  has  provided  support  for  initiatives, which  are  directly  aimed  at  supporting 

the adoption of EVs and clean energy solutions.   One such program is a project lead by the 

University of Hamburg of Applied Science and has stakeholders and partners from Sweden, 

The Netherlands, UK, Belgium, Denmark, Germany and Norway. This project titled North Sea 

Region Electric Mobility Network (E‐Mobility NSR), was  launched  in April 2011.  It aims at 

promoting e‐mobility within  the North Sea region, defining current  technological and end‐

users’  barriers,  and  supporting  the market.  The  project  investigates  the  development  of  a 

transnational  route  for  EV  drivers  across  these  countries,  whether  via  land  or  sea,  see 

(Figure  1‐2).  For  example,  if  an  EV  driver  is  commuting  from  Oslo  to  London,  they  can 

consider  driving  their  car  and  not  worrying  about  recharging  their  batteries  somewhere 

during  their  route.  It  has  seven  work  packages  one  of  which  focuses  on  developing  a 

transitional plan of e‐mobility (NSR, 2011). 

 

 

Figure 1‐2: NSR map (NSR, 2011) 
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It  is  perceived  that  the  electrification  of  mobility  is  the  most  efficient  mean  of  transport 

compared  with  ICE  vehicles  with  the  smallest  CO2  footprint.  Much  attention  has  been 

devoted  to  electric  drive  vehicles  as  a  solution  to  the  problem  of  fuel  consumption  and 

carbon  dioxide  emissions  (Egbue  &  Long,  2012;  Frade  et  al.,  2011;  Logica,  2011; 

Kristoffersen et al.,  2011; Barkenbus, 2009; IMechE, 2000).  

1.3 Electric Drive Vehicles 

Even  though  EVs  have  existed  for  some  decades,  the  term  is  still  thought  of  as  a  new 

technology  (Hjorthol, 2013). Electric Mobility  (E‐mobility) offers  considerable potential  to 

make progress in a variety of wider environmental, societal and economic objectives (Wee 

et al., 2012), which accelerates  the development of  smarter  cities  (Lozano, 2012). Overall, 

there  are  three major  reasons  for  e‐mobility  (Bradley  et  al.,  2009):  the  first  reason  is  to 

recognize the potential of reducing Greenhouse Gases (GHG) and CO2 emissions, which is in 

part  predicated  on  de‐carbonising  the  electricity  generation  and  input  (RAoE,  2010).  The 

impetus  for  EVs  stems  from  the  long  term environmental  and  socio  economic  benefits  by 

providing  smart  transport.  As  well  as  their  overall  lifecycle  environmental  footprint 

(depending on manufacturing inputs and recycling); (DeLuchi et al., 1989). This is linked to 

ICT,  traffic  demand  and  flow management, which  in  turn  could  reduce  the  environmental 

impacts  (Kudoh  et  al.,  2001). However,  EVs will  never  become  a  full  substitute  for  public 

transport, due mainly to land take and the inefficient use of infrastructure (Wee et al., 2012). 

The second reason is a public health dimension with regard to urban air pollution levels and 

respiratory diseases (Woodcock, 2009). Finally,  the  third reason  is  to create and grow the 

new  green‐low  carbon  industries.  Some  of  these  benefits  can  be  recognized  and 

communicated as co‐benefits, where low carbon mobility can link to other issues of value as 

well  as  other policy  areas  (health,  safety,  economy,  time,  planning  and  society),  and at  an 

aggregate  city  level,  see  the  CATCH  project  final  report  (CATCH,  2012).  According  to 

statistics, only 1,021 electric cars were sold in the UK in the year leading up to October 2011, 

while in the year leading up to October 2012, this figure had shrunk to 950 (Boyce, 2012).  

 

Electric  drive  vehicles  compromise  all  vehicle  technologies  with  an  electric  drive  train. 

These include Battery Electric Vehicle (BEV or EV), Plug –in Hybrid Electric Vehicle (PHEV) 

and Fuel Cell Electric Vehicle (FCV). 

 

‐ BEVs:  This  type  of motors  is  powered  by  electricity  stored  in  batteries within  the 

vehicles. It uses electric motors and motor controllers instead of ICEs for propulsion, 

which is less expensive than the use of liquid fossil fuels (Kristoffersen et al., 2011).   
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‐ Extended  range Electric Vehicles  (E‐REV): This  type  is  a more  transitional  form of 

conventional  hybrids  vehicles  whereas  in  conventional  hybrids,  the  wheels  are 

turned by an electric motor, a gasoline engine, or both, the wheels in these cars are 

turned  only  by  a  large  electric motor.  For  short  trips,  the motor will  run  only  on 

battery power; whereas,  for  longer  trips,  a  gasoline‐powered generator kicks  in  to 

supply  electricity.  It  has  a  plug‐in  battery  pack  and  electric motor  and  an  internal 

combustion engine (Go Ultra Low, 2015; Kristoffersen et al.,  2011).  

 

‐ Plug‐in  hybrid  electric  vehicles  (PHEVs):  This  type  of  vehicle  is  powered  by  a 

combination  of  electricity  stored  in  a  battery  and  an  ICE.  The  batteries  in 

conventional  Hybrid  Electric  Vehicles  (HEVs)  are  recharged  automatically  as  the 

vehicle  is  being  driven.  However,  PHEVs  have  much  larger  batteries,  which  are 

recharged from the grid, giving them a greater electric‐only capability. HEVs are the 

most  popular  EV  choice  in  all  three  scenarios  as  they  rapidly  gain  market  share 

(Sweda & Diego, 2012).  

1.3.2  E‐mobility 

In this context, an e‐mobility system is defined as the car, driver, charging infrastructure, and 

all related regulations and standardisation. In other words, it means the soft‐scape and hard‐

scape  elements of  the  system.  Softscape  refers  to  consumer profiles,  potential  users,  sales 

forecasts, market barriers and incentives, public policies, regulations (Kodjak, 2012), and all 

purchasing  and  operational  behaviours  related  matters.  Hardscape  includes  the  urban 

context, batteries, utilities, and all related system functionality and practical matters. In this 

thesis, it will be referred to as EV system.  

 

Regardless of the insignificant market share today, automotive companies predict that EVs 

will  progressively  gain  popularity  due  to  environmental  and  social‐economic  factors 

(Cooper,  2014;  Lehner,  2013;  Beltramello,  2012;  ElBanhawy  et  al.,  2012;  Billmaier,  2010; 

Gao et al., 2007). In the next 20 years the number of EV, will exponentially increase (Mauri & 

Valsecch, 2012; Tan et al., 2012). The diffusion of purely EVs is on the forefront of the non‐

conventional power‐train technology developments (Dijk et al., 2013). Stakeholders and EV 

advocates  claim  that  EVs  are  winning  broader  consumer  acceptance  and  the  options  are 

growing for potential users to join the market. Nissan reported rising demand for its LEAF 

from  a  broader  range  of  consumers  (Frades,  2014). Nissan  claims  that  they  are  currently 

beyond the early adopters phase and they are selling for practically minded consumers who 

are looking at the monthly economic savings of mobility. The opportunities and issues that 

e‐mobility  brings  will  have  lifestyle  implications  for  large  parts  of  the  population  (IET, 

2011). The wide‐scale adoption of privately owned  low carbon emission vehicles certainly 
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would provide  an  improvement  (Anable  et  al.,    2011; Morton et  al.,  2011)  (Graham et  al., 

2012); (Element Energy Limited, 2013). EVs Offer real potential to make cities smarter and 

more sustainable (ElBanhawy, 2014; Beeton, 2014; 2012; 2011) Although the potential EVs 

have  to  resolve  many  sustainability  issues  related  to  the  transport  sector,  there  are  also 

many uncertainties from technology development, economic viability, consumer satisfaction 

and  environmental  sustainability  perspectives  (Earley & Green‐weiskel,  2011).  Significant 

regional  logistics demonstrate  future opportunities  to  introduce  clean means of  transport. 

However,  a  considerable  amount  of  research  and  feasibility  work  is  still  needed/  to  be 

undertaken before action can be taken (ENEVATE, 2014). 

 

In  the  UK,  the  government  recognised  that  understanding  drivers'  requirements  for 

Recharging Facilities (RFs) and how best to support an emerging infrastructure market was 

the  key  to  the  success  for  low  emission  vehicle  uptake  (DfT,  2013a;  2013b).  There  is  a 

growing  momentum  behind  owning  EVs.  However,  it  is  too  early  to  ascertain  whether 

electrification will dominate the alternative equivalent vehicle market. Automotive Original 

Equipment  Manufacturers  (OEMs)  must  recognize  the  growth  strategy  and  the  way  to 

position themselves to win while alternative fuel technologies and infrastructure continue to 

mature.  When  considering  these  strategies,  OEMs  should  recognize  the  complexities  of 

merging  the  utility,  automotive,  battery  and  charging  infrastructure  value  chains.  New 

infrastructure  and  new  business  models  must  be  considered  (Accenture,  2011b).  EV  has 

become  a  real  option  for  a  number  of  major  car  manufacturers  who  are  launching  high 

quality EV models into the market (Lane et al.,   2013).  

1.3.2  Diffusion of EV models in the market 

Innovation  of  diffusion  and  the  pattern  of market  penetration  for  innovative  technologies 

were first  introduced by Rogers (1963). Rogers recognised four main predominant  factors 

that influence the spread of a technology: 

 

i) the innovation itself; 

ii) the communication channels used to diffuse the technology; 

iii) the social atmosphere in which the technology circulated; 

iv) time  

 

The  EV  market  is  dynamic  and  has  unanticipated  market  changes;  various  studies  were 

carried  out  addressing  the  diffusion  of  EV  (Cooper,  2014,    Eppstein  et  al,  2011);  Cooper 

(2014)  addressed  the  diffusion  in  four  periods  spanning  past,  present  and  future  via  two 

necessary strands: majority technological acceptance and majority societal acceptance. This 

included the political  factors, which are important to consider rather than purely technical 
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analysis  of  the  EV  emergence.  Innovation  can  be  measured  through  adoptive  behaviour, 

communication  activities,  and  psychological  inclination  which  require  a  degree  of 

interaction  (Morton  et  al,  2012;  Rogers,  1963).  As  per  Thiel  et  al.  (2010)  a  game model 

(game  theory  based  model)  was  developed  considering  i)  charging  choice,  ii)  EV  model 

price, iii) ownership, and iv) vehicle model preference and compared this to a conventional 

vehicle  model.    Furthermore,  an  investor‐decision  model  was  developed  considering  i) 

location of the Charging Point (CPs),  ii) market share,  iii) charging price,  iv) number of EV 

drivers using the CP, and v) operation and maintenance costs. Another way to determine the 

market penetration is the total cost of ownership (TCO). Higgins et al. (2012) developed an 

innovative  diffusion  model  incorporating  multi‐criteria  features  in  order  to  estimate  the 

adoption  of  these  technology  options  across  various  consumers.  The model was  tested  to 

forecast  the market  share  of  EVs  in  different  regions while  considering  geographical  and 

technical differences (Higgins et al., 2012).  

 

The EV diffusion  is  facing  technical and social barriers;  inadequate charging  facilities (non 

domestic),  limited  range,  premium  price,  and  immaturity  of  battery  technologies  are  the 

primary  technical  issues  associated with  owning  an EV.  Another  facet  is  the  demographic 

aspect,  which  is  a  product  of  education,  level  of  awareness,  availability,  road  network, 

driving  pattern,  daily  mileage,  employment  status,  and  household  income.  After  applying 

Rogers’ theory to the EV context, see (Figure 1‐3), where the current EV market stands can 

be identified.  

 

Figure 1‐3: Diffusion of EV 
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The EV is on the verge of the first level of maturity (early adapters); whereas, early majority 

is where  the  perspective  consumers  are.  In  order  to  increase  the market  penetration  and 

reach  2030  environmental  targets  (Kousoulidou  et  al.,  2008),  the  stakeholders  and 

especially the planning authorities and policy makers, should: 

 

‐ develop deployment and operation plans that take into account the user experience 

(The power of end‐user feedback, experience and social influence are overlooked); 

 

‐ provide detailed business cases with a clear vision of how the end‐user perceives the 

market (potential and current). 

 

‐ Propose  creative  solutions  as  design  interventions  should  follow  a  user‐centred 

based approach. 

1.3.3  E‐mobility infrastructure   

In  this  context,  the  e‐mobility  charging  infrastructure  refers  to  the non‐domestic  charging 

service which can be On Street or Off Street CPs. This embraces all publically available CPs, 

including  the  shopping  centre  and  workplace  car  park.  CPs  can  be  also  referred  to  as 

refuelling stations, the charging network, or the RFs (PRP, 2012). The On Street one can be 

like  the CP outside  the side door of a restaurant. An Off  street bay  that compromises a CP 

shared with another bay in case of two sockets, see (Figure 1‐4).  

 

 

 

 

 

 

 

 

 

 

 

Figure 1‐4: Off Street and On Street CPs 

On Street CPs, may refer to as “opportunity charge” (Conway, 2011). This type continues to 

be  rolled  out  across  the  UK  whether  using  a  pay  as  you  go  scheme  or  the  membership 

scheme (CYC, 2010). There are dedicated bays reserved for EVs; between 8:30 AM and 6:30 

PM, the maximum stay periods applies (e.g., two hours maximum in the City Road), outside 
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of these times, drivers can stay longer. As per the Charge Your Car Ltd. (CYC) website (CYC, 

2010), the availability of all the active CPs are indicated, see (Figure 1‐5). CYC is an EV local 

service provider for UK’s North East region. All CP’s related data as well as anonymous EV 

users information were provided by CYC for this research purpose. CYC is the UK’s ‘pay as 

you go’ charging network for EVs (CYC, 2010). 

 

Figure 1‐5: RF status updates 

On and Off street CPs are usually 7 KW or 3 KW both with 13 Amp and 32 Amp sockets so 

they are compatible with all EVs. Drivers can plug in their cars in Off street and leave it for 

approximately three hours and a half if they want to have a full charge as per their battery 

capacity (Nissan LEAF battery is 21 KW capacity) using a 7KW charge or seven hours in case 

of 3 KW. The actual charging time will depend upon the on‐board type of charger, type and 

the level of CP including the initial State of Charge (SoC), at arrival.  

1.3.4  Charging options 

There  are  many  ways  and  advanced  technologies  to  recharge  EVs’  batteries:  plugged  in 

(domestic/ public), electrified roads, wireless charging stations, wireless charging under the 

roads (Lindblad, 2012), and battery swapping (ElBanhawy & Nassar, 2013). There is a rising 

demand for RFs to support the e‐mobility system in its urban context. Studies have showed 

that investments in publically available CPs would better support the EV market. Having an 

integrated  reliable  network  should  promote  the  EV market  as  this  should  slow  the  rapid 

increase of  the upfront cost of  the EV due  to  the marginal cost of expanding  the car range 

and  increasing  EV  battery  capacity  (Chen  et  al.,  2013).  Automotive  manufacturers  are 

working on extending the range to 250 miles or more in the EVs. Planners and policy makers 

have to economically design integrated RFs that can support the demand and secure the way 

for potential users to join the market. 

 

There are three types of chargers: 

 

‐ Standard (3kw) points: can top up a battery in a couple of hours and charge a battery 

from flat to full in six to eight hours.     (seven hours to get a full charge‐Nissan LEAF) 
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‐ Fast  (7 – 46kw) points: These are able  to  top up points  in 30 minutes, and charge 

from flat to full in less than four hours.  (three hours to get a full charge Nissan LEAF) 

 

‐ Quick (50 – 250kw) chargers: This  type of  charging  is very  limited as  it acts as an 

emergency to be utilised when drivers have a near‐empty battery. This is due to the 

high  level  of  infrastructure  required  for  the  technology  to operate  safety,  and  as  a 

result these will be located in strategic off road locations. 

 

Ultimately,  the  time  taken  for  an EV battery  to be  charged depends on  the  initial  SoC,  the 

battery capacity, age of the battery, and the power capability of the CP. With the new models 

on  the  market,  most  vehicles  will  have  the  ability  to  travel  for  approximately  100  miles 

before a recharge is needed (NissanLEAF, 2014b).  

1.3.5  The EV dashboard and some facts about the EV battery  

There  is  basic  information  about  the  battery,  charging  types  and  rates  which  the  driver 

should be aware of. Each EV model has its own designed user interface (UI). UIs of EVs show 

the charging information, see example of Nissan LEAF, (Figure 1‐6). The SoC may be in cells 

or in percentages, see (Figure 1‐7).  

 

Figure 1‐6: Nissan LEAF UI showing battery status 

This  information  is  fundamental  as  it  justifies  the  charging  patterns  and  profiles.  Starting 

with the battery, EV battery has 48 modules with 192 cells. An arbitrary display of 12 cells is 

in  the  car  UI.  In  case  of  full  charge,  the  12  cells will  flash  in  green,  the  last  cell  from  top 

displays from 12% to 15%, depending on the model. Each following cell displays 8%‐5% of 

the charge, depending on the model, see (Figure 1‐7). 
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Figure 1‐7: EV battery arbitrary cells and the percentage display 

 

1.4 Research Question(s) 

This  research  reports  on  understanding,  analysing  and  designing  of  RFs  for  alternative 

means  of  transport.  The  remit  of  this  research  is  to  offer  valuable  information  for  power 

providers  and  infrastructure  deployment  decisions’  makers.  On  the  basis  of  the  previous 

studies and while employing a multi method approach, this thesis illuminates the following 

questions: 

‐ RQ1: What are the influential spatial and behavioural attributes affecting the design 

and the use of e‐mobility charging network?  

‐ RQ2: How useful are the user studies in the context of EV use? 

‐ RQ3:  What  are  the  main  paradigms  of  e‐mobility  compared  to  conventional 

transport? 

‐ RQ4:  Is  it  possible  to  depict  the  social  practice  and  the  system’s mechanisms  in  a 

simulation model?  And if yes, what is the recommended modelling technique?   

‐ RQ5:  For  planning  purposes,  how  could  stakeholders  forecast  the  charging 

behaviour and locations for a better e‐mobility diffusion?   
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1.5 Research Aims and Objectives 

The  primary  aim  of  this  thesis  is  to  document  a  practical  guide  to  the  exploration  and 

understanding of spatial and behavioural  issues of EV systems. The research questions are 

addressed so as to meet the following objectives: 

 

- Objective 1: Identify and quantify the spatial and behavioural attributes in order to 

investigate  the  correlation  between  the  spatial  features  of  the  network  and  the 

charging patterns of EV users; 

- Objective 2: Explore  the charging pattern, profiles and personas of EV users which 

responds to the diminished range anxiety issue of driving an EV; 

- Objective  3:  Design  an  agent  architecture  that  corresponds  to  the  EV  system 

dynamics  and  messaging  protocol  between  the  users  themselves  and  the  built 

environment. 

- Objective 4: Exploit a hybrid‐modelling technique to simulate the EV system (urban 

and behavioural layers).  

1.6 Thesis Structure 

The thesis started with a brief introduction to the interdisciplinary area of research. Due to 

the  various  issues  and  points  the  research  is  challenged  to  address,  the  thesis  has  three 

strands stems from the title: understand, model and design, see (Figure 1‐8).  

 

1.6.1  Section I:  understand e‐mobility   

This section includes the understanding of e‐mobility in its urban context. Chapter 2 covers 

the  e‐mobility  previous  work  and  Chapter  3  covers  the  vehicular  movement  prediction 

techniques and  simulation modelling approach. Following  the  literature  review, Chapter 4 

presents  the  research  methodological  approach.  It  outlines  the  multi  methods  being 

employed throughout the thesis. Chapter 5 contains a meta analysis of the consumer and EV 

user studies which works as a prerequisite to the user study presented in chapter 6.  
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Figure 1‐8: The research three strands  
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1.6.2  Section II:  model e‐mobility 

The section starts with Chapter 6, which presents the first user study carried out in Q4 2014. 

A  total  of  20  interviews  were  carried  out  with  EV  users  and  fleet  managers  (microscale 

analysis). Chapter 7 incorporates the service provider dataset and its relevant analysis of the 

charging  network.  The  chapter  goes  through  the  behaviour  related  attributes.  At  a 

macroscale  level  of  analysis,  the  EV  users  charging  personas  are  presented  and  analysed. 

Chapter 8 presents the main paradigms of the e‐mobility simulation modelling and provides 

a review of the platform selection process, Anylogic software. Chapter 9 discusses the state 

of  the  art  agent  architecture  of  an  EV  system  modelling  and  how  this  is  reflected  in 

modelling.  

1.6.3  Section III:  design e‐mobility 

Chapter 10  carries  out  a  statistical model  that  identifies  the percentage of  variance  in  the 

design  process  with  regards  to  different  spatial  and  behavioural  attributes.  Chapter  11 

covers the forecasting models. The first part of the chapter presents a time series model to 

predict  the  users’  charging  patterns.  The  second  part  proposes  a  simulation  based‐design 

support  tool  to  identify  the  preferred RF’s  locations.  This  is  followed  by  validation  of  the 

data driven model. And  finally,  Chapter 12 overarches  the  three  sections  and  summarises 

the key points of the research fulfilling the aim and objectives. 
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CHAPTER 2.  LITRATURE REVIEW PART 1 

 

 

“The UK has multiple regional networks of charge points in closed membership 

schemes, which is delaying the adoption of electric vehicles in the UK.” 

 

 

 

 

    Alexandra Prescott, Operations Manager, Charge Your Car Ltd. (2012) 
 

 

 

 

The EV as a land based road means of transport is a sociotechnical system (Geels, 2005) that 

includes technology, regulations, user practice, infrastructure, utility provider, management 

and  service  provider,  maintenance  network,  supply  network,  and  markets.  It  integrates 

sociotechnical,  business,  and  economic  and  technical  dimensions.  The  main  body  of  the 

literature is divided into Chapters 2 and 3. Previous work of EV consumer and user studies is 

presented  in  Chapter  5.  Over  65  EV  softscape‐related  studies  and  70  hardscape‐related 

studies  are  compiled  in  this  chapter  including  EV  trials  and  diary‐based  studies.  With  a 

thematic approach, the review is presented as follows: 

 

- EV social aspect (Chapter 2); 

- EV softscape (Chapter2); 

- EV hardscape, charging infrastructure (Chapter2); 

- EV modelling and simulation (Chapter 3); 

- EV consumer and user studies (Chapter 5). 

 

2.1 The Social Aspect of EV Use 

The  charging  pattern  (behavioural  layer)  related  analysis  and  system  functionality. 

Analysing  the  behavioural  element  of  an  existing  EV  system,  the  system  and  the  level  of 

interaction  with  the  infrastructure,  will  assist  in  designing  future  EV  users  (Elbanhawy, 

2014; Pasaoglu et al., 2013). Before reviewing the previous work of the social practice, there 

are some socio‐technical common phrases in the context of EVs that need to be highlighted. 

These elements form the mechanism of the e‐mobility social practice, see (Figure 2‐1).  
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Figure 2‐1: The social aspect of EV use diagram 

2.1.1  E‐mobility range and related matters 

The range of EVs has been one of the major barriers in accepting the e‐mobility (Franke et 

al.,  2012;  Thomas;  Kitamura  &  Hagiwara,  2010).  The  perception  of  limited  mobility 

resources is a purchase barrier (Ziefle et al., 2014; Bunch at al., 1993). Franke et al. (2012; 

2013; 2014) raised a very valid question after reviewing recent studies on range issue and 

how  good  does  the  EV  meet  the  travel  needs  (Cocron  et  al.;  Dimitropoulos  et  al.,  2011; 

Garling, 2001), which is:  

 

“the experience of range is a barrier in itself or is it all about a psychological 

issue? Or both?” 

 

This question supports the approach of dealing with the generally imposed barrier instead 

of  focusing  only  on  improving  the  battery  performance.  Several  factors  pertinent  to  EVs’ 

battery  range appear  to  influence users’  anxiety during driving; known as Electric Vehicle 

Range Anxiety‐ EVRA (Rauh et al., 2014; Nilsson, 2011). The phenomenon of EVRA has been 

heavily discussed in the literature (Krupa et al., 2014; Nilsson, 2011; Rahim, 2010; Tate, et 

al., 2008). It emerged as a concept in the late 1990s and captured a drivers’ concern of not 

reaching  their  destination  while  travelling  in  an  EV  (Nilsson,  2011).  EVRA  describes 

consumers’  fear  that  their  electric  car  battery  will  run  out  mid‐route  and  poses  a  major 

barrier to EV adoption. The full electric range is a term that describes the maximum distance 

that  can  be  commuted  relying  only  on  the  battery  before  accessing  any  CP.  Automotive 

companies  when  selling  their  cars  usually  indicate  this  value  as  a  way  to  attract  more 

potential  users. However,  it  is  usually measured under  certain  conditions, which makes  it 

difficult to reach this range in most of the cases. 
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The limited range is projected into the maximum road trip driven. The older EV models have 

driving  capacity  of  60‐80  kms  as  a  trip  interval  between  two  charges. With  the  advanced 

battery  technology and  the employment of Li‐lon batteries,  this  range has  increased  to hit 

120‐180 kms (Christensen et at., 2010). However,  this  is  theoretical;  in the real world,  the 

practical range is different due to the physiological and technical factors involved. There is a 

discrepancy  between  the maximum available  range  and  the maximum  range  the  driver  is 

comfortable  in  reaching.  This  means  that  the  use  of  EV  is  not  only  governed  by  cars 

specifications  or  experience,  the  avoidance  of  the  range  stress  is  a  factor  (Franke  et  al., 

2014). The less and easier the charging event and the less it takes place, the more it is used. 

It has been noticed  that  the use of  fast  chargers extends  the road  trip hence widening  the 

comfort zone of the EV driver for convenience and easiness.  

 

The EVRA depends on the average daily mileage as well. Based on the region and the urban 

context, the calculation of the average daily mileage differs from one country to another. For 

example,  in  the USA,  the  average daily mileage  is  40 miles where  in  the UK  it  is  10 miles 

(Brain,  2012).  This  shows  that  with  the  current  technology  and  available  structure,  it  is 

more convenient for UK drivers to own EVs rather than US drivers. Regular commuting trips 

will  match  EV  properties:  a  routine  journey  where  the  driver  is  aware  of  the  distance, 

congestions, road conditions and parking availability (Lane et al., 2013). 

 

Full‐electric range is the maximum distance that a vehicle could travel without the need to 

charge  (Eppstein  et  al.,  2011).  Therefore,  it  can  be  said  that  providing  an  accessible  and 

highly visible charging network (Beeton, 2011) generates interest amongst consumers and 

encourages  uptake  (Element  Energy  Ltd,  2009).  Towards  developing  a  unified  ecosystem 

and  smart  cities,  investigating  and  predicting  the  consumers'  response  is  a  significant 

challenge that EV marketers face (Strahan, 2012; Beeton, 2011). However, the roll out of an 

intelligent  infrastructure,  creation  of  innovative  service models  and  changes  in  consumer 

behaviour  are  all  positive  transformations  that  indicate  that  this  is  a  growing  market 

(Beeton, 2011) with a positive effect on climate change (Herbert, 2011).  

2.1.2  EV actual daily driving needs 

The  lack  of  understanding  range  and  recharging  issues,  leads  to  conflicting  intentions. 

Consumers do not have sufficient knowledge of how the range limit would affect their daily 

routine.  This  is  observed  from  the  i)  barriers  of  diffusion,  ii)  potential  users’  concerns 

(Steinhilber et al., 2013, Delang & Cheng, 2012), iii) current users limited experience of full 

electric range  (Rolim et al., 2014; Franke et al., 2014 ; 2013;  2012). Limited range is treated 

by avoidance (Franke et al., 2013), range anxiety is not experienced driving most of the time 

the car  is being used (Rauh et al., 2014).   For everyday EV use,  range anxiety  is more of a 
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perception problem than a real hurdle (Todd et al., 2013).   The battery takes around eight 

hours to be fully charged using a 13 Amp outlet, the SoC affects the time needed to top up. 

Figure  2‐2  illustrates  the  differences;  it  elucidates  the  four  possible  charging  rates  via 

domestic and non‐domestic charging access. 

 

If the EV driver arrives at a CP with a flat battery, which is a very rare situation due to the 

psychological barriers,  the  charge  rate will  be higher,  almost double  the  case of 40% SoC. 

The charging rate is non‐linear; it decreases as the function of current SoC, see (Figure 2‐2). 

It also depends on the charger power, battery SoC and temperature,  the amount of charge 

and the time needed to charge the car.  In the case of Type 2, which is the case of the non‐

domestic slow chargers, and in particularly 7 kw, one‐hour charge is enough to commute for 

2 consecutive days with no further charging.  

 

 

Figure 2‐2: Charging rates 
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2.1.3  EV comfort zone 

Comfort zone concept is derived from the proxemics approach and it is widely applied in the 

field of psychology. The proxemics approach is the scenario to social science, which evolves 

around the spatial behaviour of individuals (Hall, 1966). The comfort zone of an EV driver is 

about  the  individual’s  psychological  boundaries  they  draw  to  themselves.  Franke  et  al. 

(2012)  have  explained  this  zone  from  a  psychological  point  of  view  as  the  comfortable 

range. Elbanhawy (2014a) has defined it as: 

  

“the zone (metric, time or defined destinations), within which the driver will 

not worry about the battery.” 

 

The range of these boundaries is a product of technical awareness, confidence level, mental 

comfort, analytical thinking, road network layout, and quality of charging services’ locations 

and  size.  This  definition  needs  to  be more  precise,  as  the  driver may  gain  access  to  non‐ 

domestic CP, hence the zone will be expanded. 

 

The definition  is  to be modified as:  the zone (metric,  time or defined destinations), within 

which the EV driver will not worry about the battery with no access to any nearby RF. Figure 

2‐3 illustrates the home in the centre (Origin), and the destinations (multiple: school, work, 

leisure,  etc.)  are  the  randomly  spotted  dots.  The  EV  driver  tends  to  tolerate  short  trips, 

which vary from one to another. The origin is the last place that has access to a RF. The first 

circle from inside is the comfort zone of the users. The road trip can be directed to any of the 

directions, as the destinations are denoted as black, green, and red circles. The comfort zone 

is relatively small compared to conventional means of  transport. Will  remain smaller until 

the stakeholders and policy makers pick up charging service difficulties.  

 

The  comfort  zone  is  coupled  with  the  confidence  level  of  the  users,  which  is  the  area 

between the first and the second circle. This area has an irregular curvature shape; it can be 

extended  to  cover  even  beyond  the  boundaries  of  the  second  circle,  in  which  case  the 

confidence level scores the highest levels of certainty. The black circle represents destination 

A, which is a destination that falls within the comfort zone. The green circle is destination B, 

which is relatively far compared to destination A, and it might be reached if the comfort zone 

of  the driver  is wide enough to reach  it. The red circles are  the destinations where  the EV 

driver needs to have access to public CPs throughout their road trip. The wider the comfort 

zone, the less worried the driver would be. To get a wider comfort zone, the routes need to 

be supported by charging services so as to cover the routes to destination C for instance.  
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Figure 2‐3: EV comfort zone 

 

2.1.4  EV confidence level 

The comfort zone  is driven by  the confidence  level of  the EV user. The confidence  level as 

defined by ElBanhawy. (2014a) is: 

“how comfortable are the EV users driving their cars to as many as they can 

commute relying on the EV.” 

It  is  a  product  of  the  number  of  years  using  the  car,  technical  consideration,  charging 

pattern,  RFs  (domestic  and  non‐domestic),  the  number  of  miles  commuted  using  an  EV, 

medium and long road trips that would allow the user to experience the full electric range of 

the car.  It has an elastic nature; it gets bigger and extends with practice (Franke et al., 2014; 

Burgess et al., 2013). 

2.1.5  EV usability and technology affordances 

The production of new technology can be divided into a number of periods corresponding to 

the  different  social  groups  (Callon,  1980).  The  Technology  development  is  a  user‐centred 

design based approach, which is driven by the usability, affordances, and difficulties. As per 

Preece et al. (2015), usability refers to: 

 

 “ensuring that interactive product are easy to learn, effective to use and 

enjoyable from the user’ perspective.”[Preece et al., 2015] 
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User  experience  (UX)  is  a  phrase  that  reflects  how  a  product  behaves  and  is  used  by 

consumers in the real world, which is central to interaction design. All aspects of the end’s 

user’ interaction with a system (Nielsen & Norman, 2014). Collecting information of a user’s 

performance is a key compotent of usability testing. Applying this in the e‐mobility context, 

carrying out user studies and analysing real information about users provides insights into 

the charging behaviour and the use and usability of the EV system (car and infrastructure). 

Affordance is a term that refers to: 

 

 “an attribute of an object that allows people to know how to use it.”[Preece 

et al., 2015] 

 

As Norman (1988) simplified its meaning as “to give a clue”. Affordance as a term has been 

used in the interaction design and is being used to describe how interfaces should make it 

obvious as to what can be done using them. UI or vehicle dashboard, is conceptualised as a 

perceived affordance, it is a screen‐based interface which is different than real affordance of 

physical objects. The variety of technological solutions and the link between them and socio‐

political choices lead to the emergence of the design interventions (Callon,1980). This refers 

to  the Actor Network Theory (ANT)  introduced by Callon (1980). ANT  is  “the progressive 

constitution  of  a  network  in which  both  human  and  non‐human  actors  assume  identities 

according  to  prevailing  strategies  of  interaction”  (Callon,  1986).  Cressman  (2009)  added 

that  “ANT  seeks  a  symmetrical  account of  the  social  and  the non‐social  in describing how 

and why we have  the  technologies we do”.  In  the  context  of EV use,  the overall  system  is 

complex  with  different  protocols  and  interactions  between  the  users  themselves  and  the 

built environment.  

EV driver information 

Driver information and assistance systems for range estimation and eco‐driving can improve 

the  range  usability  and  the  user  e‐mobility  experience  (Franke  et  al.,  2013).  There  is  a 

tension between  the  tasks and  technologies  in  interface design  (Gaver, 1991). Automotive 

affordance was introduced by Gibson, (1982) suggesting an embodied relationship between 

the driver and the car. EV has demonstrated how technology acceptance changes over time 

(Verbeek & Slob, 2006). Users are able transform the technology to better meet their goals 

(Callon, 1986). The driver deals with Advanced Transport Telematics (ATT) (Verwey, 2000) 

which includes the navigation systems, route guidance systems, collision avoidance systems 

and  intelligent cruise control, and all kind, of on‐board  information systems. An EV driver, 

has  to  deal with  the  charging  interface  on  top  of  the  above  list  (Verwey,  2000).  Not  only 

monitoring  the  SoC  (may  refer  to  as  State  of  the  Battery  (SoB)),  but  also  navigating  and 

estimating  time  needed  to  charge  the  car,  if  needed.  All  these  systems may  overload  the 
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mental state of the driver and distract him during the road journey. An optimally designed 

driver‐vehicle interface is desirable to suffice for a technology affordances objective. In the 

case of multiple ATT systems, handling these interfaces is not easy. A coordination between 

separate ATTs is needed to control the flow of information to the driver to avoid overloads 

(Verwey, 2000). By  looking  into the relation between the battery and the driver,  there are 

factors that relate to driving an EV or a non EV, displayed in (Figure 2‐4) on the upper side 

of  the  road,  expect RA (mental  side). The  lower  side  illustrates  the battery‐related  factors 

(visual side).  

 
Figure 2‐4: The EV driver and battery sides 

EV worry,  anxiety and planning ahead 

In  anxiety  research,  worry  differs  than  anxiety  (Liebert  &  Morris,  1967).  Worry  causes 

anxiety. Worry is a frequent phenomenon in the everyday lives of a normal individual which 

is convinced of as a constructive activity that helps us to analyse problems and motivates us 

to overcome hurdles  (Joormann & Stober, 1997). However,  it  is  responsible  for emotional 

discomfort,  exaggerates  problems  and  leads  to  a  pessimistic  vision  of  things  (Tallis  et  al., 

1994). As a result, the planning ahead of a trip is one of the main paradigms of owning an EV. 

However, daily mobility routines require no explicit form of planning.  

EV self‐regulation 

Self‐regulation theory (SRT) depends on a limited resource (Baumeister & Vohs, 2007).  In 

driving  practices,  adoption  of  different  self‐regulatory  behaviour  enhances  safety  and 

minimises  risk. The  theory  implies  that  the driver make adjustments  in  their driving style 
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and  the  associated  workload  (Rauh  et  al.,  2014;  Charlton  et  al.,  2003).  As  defined  by 

Baumesiter et al. (1994), SRT says: 

 

“that we expend effort in control of what we think, say and do, trying to be 

the person we want to be, both in particular situations and in the longer-

term.” 

Previous  work  related  the  SRT  to  older  drivers  and  how  they  self  regulate  their  driving 

behaviour  to  minimise  their  risk  of  crashing  (Charlton  et  al.,  2003).  As  per  Carver  and 

Scheier,  (Carver  &  Scheier,  1982)  an  automatic  process  of  self‐regulation  is  seen  in  car 

driving where the driver keeps adjusting the car on the road by continually monitoring  its 

position  in  relation  to  other  cars  and  to  the  roadsides.  Self  regulation  theory  (Bandura, 

1991) encompasses the self‐efficiency mechanism, which plays a key role in the exercise of 

personal  agency by  its  strong  impact on motivation,  action,  thought  and affect. Owning or 

leasing an EV is considered as a pro‐environmental change. In the field of pro‐environmental 

changes  and  actions,  behaviours  amongst  individuals  are  explored.  Started by Kollmuss & 

Agymen (2002), and proved in the literature, holding a pro‐environmental attitude does not 

necessarily lead to pro environmental behaviour, which is referred to as (value‐action gap). 

This  gap  attracts  researchers  to  build  models  investigating  the  behavioural  aspects  of 

different systems while explaining and predicting environmental behaviours of individuals. 

The  development  of  these model  for  explaining  and  predicting  environmental  behaviours 

has  become  a  key  issue  of  social  science  environmental  research  (Bamberg  &  Schmidt, 

2003).  Models  of  behaviour  which  are  feedback‐based  models,  present  behavioural 

outcomes  as  part  of  an  on  going  flow  of  activity,  in  which  internal  and  external  factors 

interact to shape how we behave (Darnton, 2008).   

EV stress theory 

The EV user avoids critical and potentially stressful stress limitation situations planning for 

substantial  range  buffer  (Franke  &  Krems,  2013).  Running  low  battery  is  conceived  as 

having low mobility resource, which is needed to meet the individual’s demand. Moreover, 

the worrying and over thinking about the journey, distance between the origin (your current 

location) and destination(s), route choice, congestions,  traffic management, etc.). Reducing 

stressors (range limit) is the way to cope with undesired stressful situations (Franke et al., 

2012). Expanding the range is a product of battery technology and deployment of charging 

infrastructure.  According  to  ISO,  (2000)  psychological  stress  is  defined  as  “the  total 

assessable  influence  impinging upon a human being  from external  sources and affecting  it 

mentally”, whereas strain is defined as: 
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 “the immediate effect of mental stress on the individual (not the long-term 

effect) depending on his/her individual habitual and actual preconditions, 

including individual coping styles.” [Schiessl, 2006] 

 

As driving an EV is associated with more driving workload, the mental and visual loads can 

be depicted by the following example, see (Figure 2‐5). 

 

Figure 2‐5: Mental and visual workloads of EV driver visualisation 

2.2 EV Social Aspect‐Previous Work 

In the context of EV, there is no pre‐existing preference that users can follow; users are being 

introduced to novel attributes of a new system (Axsen et al., 2013). The users adapt to the 

new technology differently (Craig et al., 2012). Little  literature can be found exploring and 

analysing  the  system  with  all  associated  factors.  Due  to  the  lack  of  sufficient  historical 

representative  data  on  driving  pattern,  other  similar  data  and  assumptions  are  used  for 

forecasting. These studies are carried out using different methods and perspectives, which 

made it difficult to compare results across countries and studies (Pasaoglu et al., 2013). EVs 

have  not  come  on  the market  in  large  numbers;  there  is  very  little  recorded  information 

about usage and stated preferences is very limited (Shin et al., 2012). Preferences are made 

by  early  adoption  through  learning  and  exposure,  and  it  is  always  conveyed  by  word  of 

mouth (WoM) and social interaction and media (Axsen et al., 2013a).  

 

In  a  report  published  by  the  International  Economic  Development  Council  in  2013,  four 

influential factors were evaluated as those affecting the EV market: economical, social, R&D, 

and infrastructure (Sierzchula et al., 2014). Lane and Potter (Ben & Potter, 2007) classified 

the  factors  into  technology  related  matters  and  end‐user  related  matters.  Factors  like 
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education level,  fuel price, and environmental concerns were identified. Charging time was 

spotted as an influential factor that has a negative impact on adoption rate (Pasaoglu et al., 

2013; Ben & Potter, 2007) alongside the limited range (Franke, 2013b) and the poor level of 

integration  of  the  existing  RFs  (ElBanhawy  et  al.,  Egbue &  Long,  2012; Woodcock,  2009). 

Another  factor  taken  into  account  is  the  number  of  years  EVs  have  been  available  for 

purchase (Eppstein et al., 2011).  

 

In 2010,  a  study was  conducted  in Denmark  to  investigate  if  EV  is  able  to  fulfil  the  travel 

behavioural needs of customers (Christensen et al., 2010). In addition, it investigates which 

type of charging  is needed to meet  the end‐user demand. Due to data  limitation,  the study 

was conducted based on conventional car passenger data. The problem with this study was 

the high‐anticipated  random error  relying on  the  study outcomes. The  travel demand and 

the driving pattern will change in case of EVs; in addition, it will not be a random selection in 

the case of the current and likely near future EV population.  

 

Other recent studies addressed the driving pattern and range (Rauh et al., 2014). Rauh et al. 

(2014) carried out a trial on understanding the phenomenon of range anxiety and tried to 

determine  the  degree  to  which  practical  experience  with  EV  reduces  its  different  levels. 

Franke & Kerms (2013a) reported on the impact of limited resources on the psychology of 

the driver and their driving patterns. In another study by Franke & Krems (2013b), a better 

understanding of  the  factors  that  influence the range preference of potential EV users was 

carried out. Through dairy methods and data  loggers, (n=75) customers driving EVs were 

tracked for 3 months.  Participants had a fair knowledge and had maybe tried before driving 

an EV was acquired. The study highlighted on the adoption with limited resources and how 

the driver can still accept the technology and deal with the limited resources (availability of 

RFs, range, capacity and speed). Neaimeh et al. (2013) released a study on the effect of the 

topology and traffic conditions of a given urban context on the energy consumed by an EV. 

This was  a  part  of  SwitchEV  trial  (discussed  in Chapter  5). A  similar  study  for  a  different 

context, Guo et  al.  (2013) presented a  study on how stressful  the driving  can be on older 

drivers.  This  study  gave  a methodological  approach  to  examine  the  anxiety  and worrying 

issue  of  finding  a  charging  station  and  how  this  affects  the  driving  pattern  and  safety  A 

slightly  different  study  was  conducted  on  the  freight  and  how  the  delivery  system  can 

contribute a lot to the carbon emissions (Browne et al., 2011).  
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2.3 EV Softscape‐Previous Work 

Mapping the previous work and all analytically corroborated studies over the time, helps us 

elicit a clear  image of the nature of the study and how other have tackled it  from different 

aspects over the years, see (Figure 2‐6).  

 

Figure 2‐6: EV softscape thematic order of review 

2.3.1  EV standardisation, policies,  willingness to pay and adoption  

In  2003,  a  study  discussed  the  standardization  of  various  domains  of  technology  such  as 

electric  motors,  storage  batteries,  power  converters,  and  general  automotive  technology 

were  published.  The  research  reviewed  technical,  safety,  and  performance  standards 

(Bosschi, 2003). Brown et al., (2010) emphasised the important role of standards in the EV 

emerging  market.  The  study  focused  on  the  batteries,  charging  infrastructure,  electricity 

distribution, and system requirements (standards, training, and certification). Another study 

focused  on  battery  technology  and  how  the  driving  patterns,  the  charging  strategies,  and 

energy management affect the battery and it is performance (Neubauer et al., 2013). Chan & 

Wong (2004) stressed on the critical rule of governments, society and industry, research and 

development, and local authorities to overcome the EV challenges and achieve better market 

penetration.  This  study  raised  questions  about  the  required  strategies  to meet  the  theory 

and actual practice. Hatton et  al.  (2009) presented  the  characteristics of  the EV system  in 

terms  of  electric  motor,  control,  and  the  battery.  The  study  tried  to  elicit  the  whole 

framework of designing a system and a product as the former is the RFs and the latter is the 

car with all its technicalities and attributes. 

 

Another  qualitative‐based  study  was  undertaken  by  Steinhilber  et  al.  (2013)  on  how  the 

public in the UK and Germany perceive new technologies and innovations and highlights on 

the  adoption  and  diffusion  of  innovation.  The  study  captures  effective  and  behavioural 

responses observed by the key stakeholders when launching alternative means of transport 

within  the  automotive  sector  in  the UK and Germany.  It  also  identifies  the  strategies  they 
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employ  and  their  opinion  and  perceptions  of  the  current  investments,  regulations, 

standardization,  and  government  incentives  and  schemes.  Further  studies  focus  on 

interviewing  early  adopters  (Franke & Krems,  2013b;  Pierre  et  al.,  2011)  to  conclude  the 

end‐user feedback and document their experience driving an EV.  

 

Another  study  analysed  the  economics  of  EV  charging  network  and  investigated  the  logic 

behind  the  environment  and  collaboration  of  concerned  companies  and parties  through  a 

dynamic behavioural social model. This is to draw policy recommendations and split of tasks 

between government and private sector in the electrification of transport (Kearney, 2011). 

Documentation  of  the  previous  and  current  EV  relevant  drafted  policies  and  regulations 

started  to be more  legible and accurate. Reports and collective studies have been recently 

released overarching the policies, regulations and proposed frameworks of different regions 

(Tomás ; Schäfer & Dray ; Shukla et al., 2011, Zheng et al, Schroeder & Traber; Beeton, 2012).  

2.3.2  EV willingness to pay 

A  few studies were  conducted on  the purchase motives of  alternative means of  transport, 

particularly concerning HEVs in developed regions (Heffner et al., 2007); (Klein, 2007); (De 

Haan  et  al.,  2006).  Egbue  &  Long  (2012)  identified  potential  socio‐technical  barriers  to 

consumer  adoption  of  EVs  through  a  web‐based  survey  of  what  affects  their  choice  of 

purchase. The choice of purchasing of a smart car is seen as a response to the increase in gas 

prices and governments’ incentives, and a way to reduce carbon emissions as well as energy 

consumption (Ozaki & Sevastyanova, 2013).  

 

Other  studies  were  carried  out  reporting  on  the  factors  that  have  an  impact  on  the 

customers willingness to pay a premium for clean transport (Erdem et al., 2010). One of the 

studies  was  conducted  via  a  national  survey  asking  the  public  to  choose  between  their 

preferred EV versions estimating the willingness to pay for: driving range, fuel cost saving, 

charging  time,  performance,  and  pollution  reduction  (Hidrue  et  al.,  2011).  Propfe  et  al, 

(2013) identified the possible future market share of EV in the German new car fleet. They 

proposed  three  different  scenarios  i)  vehicle  technology,  ii)  business  as  usual  parameters 

(purchase  price  incentives  and  substantial  (OEM)  mark‐up  reductions)  and  iii)  external 

conditions.  Another  use  of  simulation  modelling  was  the  agent‐based  model  (ABM) 

developed  by  Sweda  &  Diego  (2012)  in  the  context  of  EV.  An  agent  based  information 

system was developed to identify patterns in private EV ownership and driving activities to 

enable a better constructive and strategic deployment of RFs.  
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2.3.3  EV engineering philosophy 

In  the  last  decade,  a  number  of  studies  were  published  regarding  the  engineering 

philosophy, key technologies, and standardization. Nansai et al., (2001) investigated the life 

cycle  analysis  of  RFs.  Their  objective  was  to  assess  and  calculate  the  overall  process  of 

installing a CP starting with the production to transportation to installation. They calculated 

all  the  air pollutant  emissions during  the  transportation phase. The developed model was 

designed  to  compare  the  gas  station  to  charging  station  and  determine  if  the  latter  has  a 

lesser  contribution  to  emissions  and  whether  it  assists  in  lessening  the  environmental 

footprint of transportation. Another study was looking into the environmental and economic 

benefits  of  PHEV  and  the  effect  of  the  battery  weight  and  charging  profiles  (Shiau  et  al., 

2009).  A similar study by Banjac et al. (2009) focused on the characteristics of hybrid cars’ 

test  cycles  that  lead  to  improved  energy  conservation  efficiency.  The  study  explored  the 

electric  storage devices and how  influential  the management of  the energy  flow  to energy 

conversion efficiency.  

2.3.4  EV battery technology and connection to grid 

Conversely,  studies  were  carried  out  to  investigate  the  extra  loads  and  the  impact  of 

charging  alternative  means  of  transport  on  the  distribution  networks.  The  impact  is 

determined  through regional grid analysis based on  the number of users,  charging profile, 

and  the  effect  of  charging  on  the  supply  and  demand.  The  study  discussed  the  driving 

patterns  of  the  users,  charging  characteristics,  and  timing,  daily  mileage  and  number  of 

registered cars (Green et al., 2011). Also, Stroehle et al.,  (2011) conducted a similar study 

investigating four different generic charging strategies for the EV in southern Germany. The 

four  strategies  were:  simple  charging,  smart  charging,  vehicle  to  grids  charging,  and 

heuristic Vehicle to Grid (V2G) charging. Another similar study in Japan was investigated on 

the  smart  grid  and  connection  to  the  emerging market  of  EVs  and  its  diffusion  (R  et  al., 

2011). 

2.4 RF’s Location and Planning‐Previous Work 

This part of  the chapter discusses studies and analyses  related  to evaluating and selecting 

the  candidate  locations  for  RFs.  This  includes  all  different  methods:  grid  partitioning, 

hierarchical  modeling,  mathematical  models,  statistical  models,  spatial  analysis,  grid 

distraction and more of what the author has explored in the planning of RFs related analysis 

and studies. Mainly  this group  is  reporting on  the performance of existing systems (EV or 

even conventional transport systems), see (Figure 2‐7).  
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Figure 2‐7: RF’s location problem classification of studies diagram 

The problem of sizing and placing RFs is a new topic that recently has been receiving some 

attention. This is considered as a major issue, especially for full electric car passengers due 

to  the  sole  dependency  on  batteries  as  a  source  of  power  hence  range  limits  and  longer 

recharging  time  (Namdeo et  al.,  2013). A  few  important  strides have been made  to  tackle 

this problem particularly, in late 2012 and 2013 (Chen et al., 2013). Several documentations 

and reports have been published and released, containing phased plans, initiatives and long‐

term development of recharging infrastructure (OLEV, 2011). However, these reports do not 

share how the presented size and location of RFs were determined (Wirges & Linder, 2012). 

Very  recent  literature  covers  previous  studies,  which  were  conducted  to  solve  the  RFs 

deployment.  The  location  problem  has  been  seen  differently  and  each  of  the  proposed 

solutions is concerned by an aspect; power, emissions, facility management, or comfort zone.  

Lam et al. (2014) discussed the candidate  locations and suggested sizes of RFs in different 

urban contexts and have tackled the planning problem, following two previous studies.  

2.4.1  RF’s locations: power distribution and highway corridors 

studies   

Allocating RFs on the highways was a point of focus in the literature (Nie & Ghamami, 2013). 

A study was based on the power system factors: power, voltage, and current, capacity, e.g. 

where the authors adopted particle swarm optimization to compute the solution. A similar 

study was conducted by Liu et al. (2013) looking into the network losses and degradation in 

voltage profiles, which might happen as a result of poorly or insufficient distribution of CPs 

in urban networks.  

 

Another  study  was  based  on  circuits  topologies  and  grid  while  discussing  the  power 

architectures  and power electronics  (Lam et  al.,  2014). Moreover,  an enhanced  study was 

conducted  by  Lam  et  al.  (2014)  using  a  nodes  and  links  method  based  on  the  charging 

stations coverage and the convenience of drivers. Chen et al. (2013) revealed a study about 

proposing solutions for the station location problem, which is a function of identified travel 

demand,  possible  parking  lots  and  the  time needed  for  charging. A  facility  location model 
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aided by  a GIS was developed by Xu  et  al.  (2013)  to  identify  locations  for  and  size  of  the 

network  of  charging  stations.  The  study  proposed  a  geometric  reasoning  method  for 

identifying  ideal  charging  location  in urban areas. A macroscopic RFs planning model was 

proposed by He et al. (2013) to maximize social welfare associated with both transport and 

power  networks.  A  mathematical  based  model  is  developed  there  to  locate  the  charging 

stations.  

 

A study on the installed RFs in a low voltage distribution network was released by Cresta et 

al.  (2012) showed  the reliability and efficiency of  current distribution networks  in central 

Italy  to  accommodate  fast  charging  stations.  The  study  investigated  the  other  operational 

constraints such as feeder voltage profiles and studied the consequences of loading slow and 

fast CPs  to a network and  the effect of  the  charging patterns over  the day and night  time. 

Also  Lozano  (2012)  published  a  study  on  optimal  charging  to  distribution  networks.  The 

study presented an algorithm to determine the ordinary cost and normal loading condition 

of  the  system  while  the  second  one  included  the  EV  and  calculated  the  total  cost  of  the 

system (Lozano, 2012). 

 

Another study (Lindblad, 2012) was conducted to address the problem using grid partition 

method. It divides the urban layer into partitions, and calculates the electricity loads adding 

the charging demands of each partition. Genetic algorithm is deployed in order to optimally 

locate  the  RFs while  considering  electricity  cost  and  the  travel  time  cost,  to  optimise  the 

travel  cost  finding  a RF. A  different  study was  conducted  by Dong  et  al.  (2014)where  the 

genetic algorithm  is applied  to  find  the optimal  locations of RFs. A similar study (GE et al, 

2011)  was carried out where the traffic density, and charging stations capacity were taken 

into account. Recently, another study has been undertaken finding the optimal location and 

the number of RFs  for  compressed natural  gas  fuelled vehicles on  toll  roads  in  the north‐

eastern United  States  (Hwang  et  al.,  2013).  A  different  research  study was  undertaken  in 

Germany regarding the carbon emissions associated with the transport sector and the use of 

hybrid model of simulation and optimization to find candidate‐charging locations (Turan et 

al., 2013). This study takes into account the spatial design features of the system as variables 

alongside other charging behavioural elements.  

 

In  2013,  a  number  of  publications were  released  reporting  on  the  optimal  deployment  of 

RFs. An  equilibrium modelling  framework has been developed  to  capture  the  interactions 

between  the  recharging  opportunities,  prices  of  electricity,  route  choice  of  EV,  and 

destination (He et al.; Xi & Sioshansi 2013) used simulation and optimisation modelling to 

determine  the  candidate  locations  for  RFs  in  metropolitan  areas.  Xi  &  Sioshansi,  (2013) 

carried out a case study in mid‐Ohio region that demonstrated the combination of the level 
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one  and  two  chargers  with  a  limited  deployment  budget.  Previously,  a  decision  support 

system  was  developed  to  help  city  planners  efficiently  invest  in  placing  charging 

infrastructure  where  it  was  truly  essential.  The model  is  regression‐based  and  works  on 

determining  factors  that  influence  the utilization of CPs (Sebastion et al., Elbanhawy et al., 

2014)  

2.4.2  RF’s locations: mathematical and statistical models‐related 

studies   

Several  studies  recently  focused  on  the  optimal  deployment  of  CPs  in  different  urban 

contexts.  Ip  et  al.  (2010)  proposed  a  statistical model  to  assist  with  planning  for  EV  RFs 

allocation problem. The model  aims  at  placing  the CPs  in urbanised  areas where  they are 

usually  characterised  by  dense  traffic  concentrations,  restricted  street  spaces,  and  other 

complex  factors.  Optimization was  applied  to meet  the  supply  and  demand  profiles while 

considering  the  cost  model,  the  clustering  analysis  of  the  urban  context  and  finding  the 

optimal locations. Villez et al. (2011) presented a very useful study by proposing candidate 

locations  for  CPs  based  on  performance  optimisation.  They  used  the  facility  location 

problem  to  find  the  optimal  locations  then  they  incorporated  the  power  and  grid 

performance  so  that  the  locations  would  avoid  any  failure  probabilities  for  individual 

elements  in  the  network.  Shukla  et  al.  (2011)  employed  mathematical  modelling  to 

determine  the  best  locations  for  installing  RFs.  The  study’s  notion was  to  site  the  RFs  at 

locations,  which  maximise  the  number  of  vehicles  served  while  staying  within  budget 

constraints.  

 

A further study was conducted by Hess et al. (2012) where the authors depicted the EV with 

the battery depletion, CPs, and vehicle mobility. Wireless communication was between the 

users  and  the  public  RFs  to  update  them  with  necessary  information  regarding  the 

occupancy, best time of charging and time needed. Via genetic programming and simulation, 

the car selects the optimal location/ preferred CP.  

 

Many  studies  reported  on  the  connection  to  grid,  calculating  the  load  and monitoring  the 

performance  before  and  after  the  recharging  loads.  Some  of  which  integrated  the 

deployment of RFs with the installation of other clean source of electricity such as solar cells. 

A  study was  completed by Xu  et  al.  (2013)  about  the optimal  configuration of  centralised 

charging stations and connecting the EVs into the grid. A mathematical model was also used 

to formulate the initial placement problem with minimum total transportation distance.  
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2.4.3  RF’s locations: renewable energy‐related studies   

Denholm  et  al.  (2013)  explored  the  co‐benefit  of  deploying  large‐scale  plug–in EV  system 

and  photovoltaic  in  a  populous  city,  Texas.  In  2011  a  study  was  carried  out  within  the 

Electric Reliability Council of Taxes (ERCOT), which serves about 23 million individuals. The 

study was to deploy a large‐scale EV system coupled with Photovoltaic Cells (PV) technology 

to Texas grid and analyse  its benefits. The simulation modelling was employed to perform 

the  impact  and  stimulate  the  grid  and  the  implications via Advisor  and REFlex,  platforms, 

respectively.  Another  study  elaborated  on  the  integration  of  EV  and  PV  carried  out  by 

Yamagata  &  Seya  (2013).  The  study  looked  into  the  potential  link  between  the  solar 

photovoltaic panels to the long parked cars. A huge potential if these cars are EV, to create 

battery storages using V2G at a community level. 

2.5 Identifying the Gap in the Literature 

EV owners may desire  to charge  their EVs while at work  in addition  to domestic charging 

(Jewell, Bai, Naber, & Mclntyre, 2014). Studies show that the vast majority of current users 

rely on domestic charging (Cattaneo et al.; AVTA; Keros, 2014; BEES; Calstart, 2013; Boyce;  

Mcdonald, 2012; Housely, 2010) . In the UK, recent research claims that around 80% of UK 

EV drivers rely on domestic charging (50% urban, 70% suburban, and > 95% rural) (Lane 

et  al.;  Warburton,  2013;  McDonald,  2012).  Even  so,  in  order  for  EVs  to  gain  widespread 

consumer  adoption,  it  is  critical  to  have  an  existing  integrated  charging  infrastructure  in 

urban areas (Xu et al., 2013; Chapin et al., 2000). 

 

To ensure e‐mobility is widely recognised as a viable transport option (ENEVATE, 2014) and 

in order to expand the  low carbon emission vehicle market,  the potential users need to be 

confident about the vehicle, the use of the vehicle (Elbanhawy, 2014b) and the provision of 

the  necessary  services  and  facilities  to  support  their  uptake  and  use which  formulate  the 

problems this research is tackling. The problem with planners and policy makers is that they 

deal  with  locating  and  sizing  the  recharging  infrastructure  network  as  a  static  location 

planning problem (Wirges & Linder, 2012).  

 

This includes cities, across cities and countries; having supported routes (down centres and 

motorways) that have guaranteed reliable charging services is a perquisite for any potential 

shift to a mainstream market. A niche car and system can’t promote for a mainstream mean 

of transport (ENEVATE, 2014). As per the user study which is presented in Chapter 6, in this 

thesis,  the EV owners  indicated  that  if  they do not have access  to domestic  charging,  they 

will reconsider the whole idea of owning an EV. This reflects that the most convenient means 

of  charging  is  to  have  direct  access  to  domestic  charging  in  their  garages  or  Off  street 
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parking areas. This  leads  to another  intrinsic question, what will be  the  case of multi‐unit 

residential  neighbourhoods?  This  group  is  and  will  be  facing  a  problem  in  accessing 

domestic  over‐night  charge  and  finding  a  convenient  place  to  charge  their  vehicles  every 

day, this group is referred to as Garage Orphans (PRP, 2012).  A daily irritating anxiety will 

show up  due  to  the  limitation  and  unreliable  on  street/Off  street  RFs.  The  planning  for  a 

non‐domestic  charging  network  is  an  existing  problem  that  is  gaining  more  attention 

particularly in the last three years (Sathaye & Kelley, Nie & Ghamami, 2013; GE et al., 2012);  

Many studies and analysis are carried out by professional bodies as  it  is a critical business 

case  (Chargemaster,  2015;  Carroll  &  Walsh,  2013;  Logica,  AECOM,  2011;  Klein,  2007; 

Element Energy Ltd, 2009;  CYC, 2010). 

 

Despite major technological developments in various EV areas of research, there is a list of 

issues  needs  to  be  addressed.  Among  these,  the  need  for  a  reliable  and  diverse  charging 

infrastructure, which meets different user requirements,  is placed at  the  forefront. Several 

economical,  ecological,  and  political  ambitions  lie  behind  the  shift  to  EV  market,  EV 

technology  adaption,  and  the  placement  of  EV  charging  infrastructure  (Brenna,  Dolara, 

Foiadelli,  &  Leva,  2014).    The  uncertainty  of  having  a  reliable  and  integrated  charging 

infrastructure  slows  down  the  growing  trend  of  smart  ecosystems  and  sustainable  urban 

communities as whole. The strategic location of publicly available CPs will help with paving 

the way for a better market penetration. The second problem is the standardisation. There 

should be links with a wider regional network (ENEVATE, 2014). The standardisation of the 

current charging network is also another problem. 

 

From  a  closer  look  into  the  literature,  there  were  several  ways  of  tackling  this  planning 

issue.  Geographic  information  systems,  connection  to  grid,  ownership  preference  and 

business  need, modelling  and  clustering market  segmentation,  or  genetic  algorithm‐based 

solutions solving layout faculty management and more (Wang, 2005).  

 

The planning of RFs  is  a  learning process  (Kostic &  Jovanovic, 2012). With pure  logic,  the 

location of RFs might be based on the dense or the most commonly shared urban areas by all 

inhabitants. However, the location problem is neither a facility location problem nor a pure 

social and behavioural inquiry. It is a combination of different factors, the more these factors 

are considered, the better the vision of the system. These factors and attributes have to be 

identified  and  quantified  after  a  prolonged  phase  of  investigation  of  the  system  and  its 

variables.  These  predictors  vary  in  nature;  behavioural  variation within  the  population  is 

crucial  as  per  several  examples.  The  practice  of  driving  an  EV  is  an  influential  factor  that 

affect the charging pattern of the driver hence its interpretability and use of the system. 
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2.6 Charging Profiles 

There  is  a  need  of  exploring  the  future market  of  EV,  in  order  to  address  the  imperative 

environmental and societal challenges of the EV system(Warth et al., 2012). Considering the 

findings of national and international research into EV uptake, detailed knowledge about the 

future  charging  profiles  of  EVs  appears  to  be missing  in  the  literature  (Celli  et  al.,  2014; 

ENEVATE,  2014)  as  well  as  the  lack  of  comparable  studies  across  countries  and  years 

(Hjorthol, 2013). Analysing current systems show cases the variant consumers’ profiles and 

preferences,  charging  behaviour,  and  supply  and  demand  records.  It  provides  insights  on 

prices, technologies, barriers and incentives and standardisation (ElBanhawy, 2014 ; Markel, 

2012).  Moreover,  associating  the  charging  behaviour  of  EV  owners  with  the  potential 

flexibility  of  charging  time would  assist with  the  great  challenge  the power  system would 

accommodate with the large scale EV use (Guo et al., 2012).  

 

In recent literature, the models that were proposed were based on real data of current travel 

behaviour of  ICE vehicle drivers. Mobility profiles,  arrival  time at RFs, departure  time and 

daily  average  distance  may  lead  to  biased  observations.  Given  the  uncertainties  that 

characterise  the  e‐mobility  system,  the  majority  of  these  approaches  are  based  on 

probabilistic  calculations  and  replication, which  stems  from behaviour  and  responses of  a 

different mobility system. ICE driver do not take into account the probable changing in the 

behaviour  (at  individual  and  emergent  scale)  (Celli  et  al.,  2014; Mauri  &  Valsecch,  2012; 

Simpson,  2012).  Due  to  the  range  and  charging  requirements,  EVs  do  not  necessarily 

provide  a  direct  replacement  for  ICE;  therefore,  e‐mobility  tends  to  include  alternative 

approaches to vehicle ownership and use (ENEVATE, 2014). Statistics indicated that private 

buyers represent around 60% of the UK car and van market. This leaves 40% representing 

fleet and employers who are more likely to consider the total cost of ownership and practical 

issues  nevertheless,  not  considered  with  the  brand  and  image  (ElementEnergyLimited, 

2013), fleet electrification alone will not solve the pressing energy security challenges (Rio, 

2012).  This  indicates  the  importance  of  the  end‐user’s  feedback  and  perspective  in  the 

evaluation process of a motor‐based system.  

 

With  meaningful  market  share  changes  on  the  horizon,  an  ability  to  predict  which  EV 

neighbourhoods  are  most  likely  to  own  an  EV  can  provide  important  insights  an 

opportunities  for  power  grid  planning,  transportation  investments,  and  air  quality  policy 

making. 
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2.7 Concluding Remarks 

The chapter has reviewed the literature taking a thematic approach. In total there were over 

120  studies  in  the  context  of  EV  use,  compiled.  The  dependencies  in  the  EV  research  are 

strong  and  inevitable  due  to  the  interdisciplinary  and  evolving  nature  of  e‐mobility.  The 

following graph, (Figure 2‐8) summarises the studies in a chronological order to show how 

the  research has evolved  through  the years.  In Figure 2‐8,  the behaviour and  social based 

analyses and studies conducted in the context of alternative transport areas are highlighted 

in blue (EV softscape) and studies related to the planning and policy making of the RFs are 

highlighted  in  red  (EV  hardscape).  In  2013,  several  studies  were  published  reporting  on 

both categories. Chapter 3 discusses the second part of the literature.  
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Figure 2‐8: EV behaviour‐related studies  
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CHAPTER 3. LITRATURE REVIEW PART 2 

 

“On battery development I wouldn't be quite so pessimistic. Do not forget that the 

internal combustion engine has had over a 100 years of development and we're barely 

beginning with battery EVs.” 

 

 

 

 

By Richard Bruce, Office for Low Emissions Vehicles (2014)  

 

 

 

 

This chapter discusses the simulation modelling in the context of vehicular movement. The 

chapter  has  two  main  parts:  i)  simulation  and  ii)  vehicular  movement  prediction,  see 

(Figure 3‐1). 

 

Figure 3‐1: Chapter flowchart 

Simulation  of  human  behaviour  in  space  is  a  powerful  research  tool,  it  advances  the 

understanding  of  the  interaction  between  the  users  and  their  environment  (Gimblett  & 

Itami, 1997). The more the understanding of cities improves, the wiser the individuals are 

about the ways they  intervene with growth and function (Batty, 2005). Simulation can be 

an effective tool for discovering unexpected consequences of simple assumptions (Axelrod, 
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2005).  Modelling  and  simulation  have  been  commonly  used  in  the  context  of 

transportation, urban planning, and land use as being the basic tool for planners and policy 

makers (Bravo et al., 2010; Feldman et al., 2009; Lacono et al., 2008). Simulation has been 

widely  used  in  social  sciences  (Epstein,  2007;  Wang,  2005;  Davidsson,  2002;  Gilbert  & 

Troitzsch, 1999). Simulation modelling has passed through different stages of development 

to  replicate  social  sciences  (Troitzsch,  1997).  The  representation  of  dense  dynamic 

environments  such  as  populated  cities  remains  a  problem  (Haase  et  al.,  2010;  Tecchia 

2001). These environments are highly complex entities to be virtually presented using real‐

world metropolitan  data  (Sindram & Kolbe,  2014).  Complex  systems  compose  of  i)  large 

number of entities,  ii) non‐trivial  interactions networks with non‐linear impact and in the 

overall  behaviour  of  these  systems  tends  to  display  emergent  characteristics  (Balestrini‐

Robinson et al., 2009). It is: 

 

“a large number of components or ‘agents,’ interacting in some way such that 

their collective behaviour is not a simple combination of their individual 

behaviour, which is the case in transportation networks.” [Newman, 2001] 

 

For  real‐time  systems,  simulation  is  preferred  compared  to  analytical  and  mathematical 

solutions as it can stimulate the fourth dimension, time (state changes, discrete events and 

discontinuous equation) and flowcharts. (Borshchev & Filippov, Lombardo & Petri, 2004). 

Simulation models with high level of abstraction may capture detailed elements, especially 

when coupled with Intelligent Transportation Systems (ITS) (Borshchev & Filippov, 2004).  

 

Vehicular  simulation  is  one  of  the  advanced  applications  that  is  capable  of  simulating 

mobility  population,  behavioural  characteristic  and  interaction  while  allowing  a  better 

understanding  of  observations  (Helbing  &  Balietti,  2011).  This  type  of  simulation  is 

achievable  via  two  different  approaches;  mathematical  (centralised)  or  behavioural  (de‐

centralised). In the centralised approach, car‐following laws and scheduling techniques are 

used  which  are  not  generic  and  cannot  portray  many  traffic  phenomena,  facets,  and 

behavioural characteristics of the system. On the other hand, a de‐centralised simulation is 

more  sensible  to  population  behaviour  being  simulated  (Doniec,  2008).  Microscopic 

simulation  (Ehlert,  2001)  is  one  of  the  de‐centralised,  bottom‐up  based,  examples.  It 

depicts  realistic  driving  behaviour  under  low,  medium,  and  high  intersection  traffic 

demands (López‐Neri et al., Fellendorf & Vortisch, 2010; Doniec et al., 2008;   Tonndorf & 

Vorotovic, 2007; Burghout, 2004)  

 

In vehicular simulation (Valverde & Sol’e, 2002) and particularly in the context of EVs, it is 

very  useful  to  study  and  analyse  the  emergent  behaviour.  This  behaviour  is  a  collective 

movement at macro‐scale  level which takes the bottom‐up approach (Crooks et al., 2008) 
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resulting from agents' coordination (Li et al., 2006; Bonabeau, 2002). Analysing the effects 

of a system and  its complexities  is essential  to understand how technologies, policies and 

regulations  will  affect  the  system’s  emergent  behaviour  (Osmundson  et  al.,  2008).  The 

emergent behaviour was defined by Dyson (1997) as: 

 

”the behaviour which cannot be predicted through analysis at any level 

simpler than that of the system as a whole. Emergent behaviour, by 

definition, is what left after everything else has been explained.” 

 

A wide range of applications and research studies has focused on the conventional mode of 

transport  and  traffic  management  using  micro‐scale  simulation  (Nomden  et  al.,  2009;  

Doniec  et  al.;  Khalesian  &  Delavar,  2008;  Ali  &  Moulin,  2007).  Little  literature  was 

conducted in the area of simulation of e‐mobility. However, in recent years, e‐mobility and 

its  related charging network had gained attention (ElBanhawy et al. 2014, Xi et al., 2013; 

Gao et al., 2007). (simulation modelling will be discussed in Chapter 8 of this thesis). 

3.1 Simulation Techniques 

Simulation modelling has several  techniques, which can be summed up as: Discrete Event 

(DE), Agent Based Modelling (ABM), and System Dynamics (SD). The  latter  is used  in  the 

area of engineering design process. 

3.1.1  Discrete Event (DE) technique  

This type of modelling has its roots in the 1960s and is used to portray entities of flow and 

resource  sharing which are useful  in problems  like  services, manufacturing,  logistics,  and 

business processes. DE mainly revolves around the concept of entities, resources, and block 

charts.  Queuing,  servicing,  and  processing  events  occur  while  the  system  changes 

instantaneously in response to certain events (Maria, 1997). In DE, entities can be people, 

products, documents, calls, or tasks (Borshchev & Filippov, 2004). ABM is a decentralised 

approach of portraying the emergent behaviour of a crowd (Narzisi, 2008). In comparison 

to SD and DE, no global system behaviour would be defined though an emergent behaviour 

of  a  particular  number  of  the  population  can  be  depicted.  This  is  based  on  individual 

autonomous heterogeneous agents and that is why it is called the bottom‐up approach (Li 

et al., 2006).  
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3.1.2  Agent Based Modelling (ABM) technique  

Wooldridge, (2002) defined the agents, as: 

 

“a computer system that is situated in some environment, and that is capable 

of autonomous action in this environment in order to meet its design 

objectives.” 

 

ABM  offers  a  perfect  media  and  a  powerful  way  to  undertake  interdisciplinary  areas  of 

research;  moreover,  to  study  the  connections  and  interactions  phenomena  in  social 

sciences (Epstein, 2007).  Independent perceptions and individual decisions are taken and 

virtually  presented  (Li  et  al.,  2006).  ABM  is  capable  of  maintaining  preference,  acting 

differently  (Summala,  2005),  being  opportunistic  (Björklund & Aberg,  2005)  anticipating 

situations (Doniec, 2008). Agents are capable of: 

 

i) sense and act upon their environment, 

ii) try to fulfil a set of goals in a complex‐dynamic environment (Schelhorn, 1999); 

iii) involve  both  goals  and  constraints  forming  and  emerging  the  overall  complex 

network (Frank, 2001) 

iv) work together to find the best solution for a problem (Chen & Wang, 2009), v) learn 

from their experience 

v) adapt to better suit their environment (Macal & North, 2010).  

 

Using  ABM  does  not  require  knowing  a  lot  about  the  level  of  dependencies  and  global 

sequence at an aggregate level. By having enough knowledge about individual participant’s 

performance, the phenomenon can be depicted (Borshchev & Filippov, 2004). 

 

The use of integrated ABM in the area of social sciences that involves behaviour of human 

beings has been analytically  corroborated  in many  literatures  (L  et  al.,  2012).  Pedestrian 

simulation  is  one  of  the  more  popular  studies  that  shows  physical  interactions  and 

congestions among people and  the spatial environment  regardless of  the main aim of  the 

simulation (Lee, 2010). ABM has been used  to simulate various mobility patterns such as 

transportation,  logistics,  medicine,  and  entertainment  (Wang,  2005).  Road  traffic  is  one 

application  that  simulates  the  moves  of  road  users  (behaviour)  on  a  road  network  and 

employ  ABM  to  generate  a  realistic  traffic  environment  (Doniec,  2008).  Previous  studies 

employed  ABM  in  real‐time  problems,  which  are  associated  with  social  and  spatial 

interaction  decisions  (Chen  et  al.,  2009).  Moreover,  it  was  used  to  integrate  between  a 

simulated EV‐system environment and energy and power  flow studies (Acha et al., 2011) 

and  was  applied  to  conventional  vehicle  movement  and  traffic  management  researches  
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integrating  air‐quality  and  noise  analysis  by  the  Transport  Operations  Research  Group‐

TORG (Robinson et al., 2013). ABM was also applied to city models investigating geo‐spatial 

and urban topographies phenomena by Crooks et al.  (2008). This  is  in addition to a wide 

range of simulation purposes (Borshchev & Filippov, 2004). 

 

ABM paradigm is rapidly emerging as one of the powerful technologies for the development 

of  large‐scale  systems  dealing  with  the  uncertainty  in  dynamic  environments.  Various 

studies reported on applying agent approaches to traffic and transportation systems (Chen 

&  Cheng,  2010).  Some  of  these  studies  addressed  the  traffic  detection  and management 

attempting to provide traffic route recommendations for humans. 

 

Vehicular  simulation  using  ABM was  applied  by  Trannois  et  al.  (1998)  where  it  was  an 

adoption  of  the  well‐known  blackboard  system  for  planning  agents’  action  within  the 

simulation environment. The second significant trial was by (Paruchuri et al., 2002) where 

they  created  autonomous  agents  making  own  decisions  using  fine‐tuning  parameters. 

Bazzan, (2005) proposed a de‐centralised traffic control. According to (Doniec et al. (2008), 

the first model was not presenting autonomous agents’ behaviours and the second one was 

having limitation due to the supervised and controlled situation by an external centralised 

process.  Doniec  (2008)  developed  a  more  realistic  behavioural  model  by  simulating 

drivers’  behaviour  in  a  real  simulator  depicting  their  local  autonomous behaviours while 

applying  opportunistic  and  anticipation  traits.  Zhang  et  al.  (2009)  developed  an  ABM  to 

analyse  the simultaneous and  interactive changes of  land use and  transportation systems 

over  time.  Studying  vehicular  movement  at  microscale  level  of  simulation  modelling, 

provides  a  better  understanding  of  the  reasons  underlying  real  driver  decision‐making, 

revealing  specific  facets  and  characteristics  of  driving  behaviour  and  patterns  (Summala, 

2005).  

3.2 Vehicular Movement Prediction Techniques   

Spatial  social  science  recognizes  the  key  role  that  spatial  concepts,  such  as  a 

neighbourhood,  proximity,  distance,  location,  and  region  play  in  human  society  (CSISS, 

2004).  Vehicular  movement  network  simulation  and  analysis  have  been  conducted  for 

several  applications  (Lu,  2011),  (e.g.,  traffic  management  (Hodges  &  Bell,  2011),  urban 

goods movement  (Polimeni  et  al.,  2010),  carbon  content  of  trips  (Robinson  et  al.,  2013), 

and noise (Bell & Galatioto, 2009). Transportation network growth is correlated to the land 

use and economic activities, both affecting the cars passengers’ route choices. This chapter 

discusses  the  urban  pattern  and  movement  prediction  techniques  in  simulation 

environments. Travel modelling is a necessary component of comprehensive transportation 

planning. 
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The  lack  of  comprehensive  planning  has  resulted  in  development  of  transportation 

networks that have largely failed to meet the mobility demand, behaviour change, and the 

expansion  of  urban  areas  (Kaltenbach,  1972).  In  literature,  the  vehicular  movement 

prediction techniques of flow simulation fall under two main categories:  i) metric (origin‐

destination  matrixes  based)  and  ii)  topological  (space  syntax  and  other  models  which 

utilise configurational or network‐based analyses).   

3.2.1  Metric‐trip distribution approach 

The metric based approach  follows  the  trip assignment  theory. The  first  travel modelling 

efforts were made in 1950’s. Metric based travel models consist of:  

- Generation (determination where the journey starts); 

- Attraction (determination where the journey ends); 

- Assignment (determination of the route); 

- Modal split (determination of the mode of travel). 

The movement is understood as an origin and destination (O‐D) matrix, where the origin is 

the production point of  trips  (trips generator) and  the destination  is  the attraction point. 

The O‐D matrix is a trip distribution process generated from the attraction and production 

list for the given area. The trip assignment theory determines the trip volumes of all routes 

between an O‐D pair. The distance and the time spent to move from O to D is affected by the 

volume  and  the  location  of  both  ends.  Kaltenbach  (1972)  provided  a  review  of  the 

literature and summarised the main factors influencing the travel demand: i) population, ii) 

characteristics of population,  iii) characteristics of origin and destinations (e.g.,  land use), 

and  iv)  accessibility  to  attraction  areas.  Multi  regression  models  were  developed  to 

interrogate  the  relationships  between  these  factors  and  the  trip  distribution  (Martin  & 

McGuckin, 1998).  

Vehicular traffic  estimation   

In transport research, there are two approaches to analyse the network:  

i) All–or‐Nothing (AON) 

ii) User Equilibrium (UE) 
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Daganzo & Sheffi (1981) explained All‐or‐Nothing approach as: 

 “when two or more routes are available between an O-D pair, the all-or-

nothing (AON) approach assigns all O-D trips to a route that requires the 

least free-flow travel time among all other alternatives routes.”  

 

In  this  method  the  trips  from  any  O  to  D  are  loaded  onto  a  single,  minimum  cost,  path 

between them. Smith (1978) introduced User Equilibrium (UE) and Sheffi (1985) defined it 

as that traffic distribution is  in an User Equilibrium state when no driver has a  less costly 

alternative route giving an example: 

 

“consider a single driver who has travelled at least once today. He may use 

the same routes tomorrow. However if he does change a route then he must 

change to a route, which today was cheaper than the one he actually used 

today.” [Sheffi, 1985] 

However,  the  two  techniques  acquire  an  O‐D  matrix  (Paul,  2009).  Due  to  the  difficulty 

collecting  OD  data  (time  and  cost),  an  alternative  approach  was  needed  to  predict  the 

movement. 

TAZs 

In the theory of trip assignment, the urban layer is divided as traffic zones. The flow pattern 

between  zones  can  be  determined  by  modelling  travel  decisions  and  congestion  (Sheffi, 

1985).  These  zones  are  known  as  Traffic  Analysis  Zones  (TAZs).  In  the  1060s,  the  first 

insight into spatial data aggregation was developed. Ward (1963) developed a procedure to 

form hierarchical  groups of mutually  exclusive  subtests  based on  similarities  of  specified 

characteristics, which was in the 1970s by several authors e.g., (Batty, 1976).  

The first systematic algorithm attempt for the definition of TAZ was pursued by Openshaw 

(1977).  The  level  of  congestion  counts  for  the  free‐flow  of  each  route.  Congestion  is 

calculated  via  the  equilibrium  analysis  expressed  by  the  Level  of  Services  (LOS)  that  a 

network would have. LOS is a qualitative measure of traffic congestion, and it is categorized 

in six groups from A to F (Paul, 2009; Abishai & Shefer, 1984). Regions and countries define 

LOS  categories  differently.  These  LOSs  are  linked  to  the  volume  and  capacity  (V/C)  of 

routes and arteries, see (Figure 3‐2). The free flow as defined by Sheffi (1985) is: 

“the travel time at zero flow is known as the free-flow travel time. At this 

point, a traveling car would not be delayed because of interaction with any 

other car moving along the link. The only source of delay at this point is the 
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time associated with traversing the link and the expected delay associated 

with the probability of being stopped by a red signal indication.” 

 

 

Figure 3‐2: Trip makers 

 

Trip  distribution models  can  be Growth  Factor  or Gravity  based. A Growth  Factor model 

(Matthias,  1966)  takes  into  account  the population growth  rate  to predict  the number of 

trips  based  on  historical  data  as  it  involves  extension  of  present  travel  patterns  by 

application  of  growth  factor.  It  is  mainly  utilized  primarily  to  update  existing  matrices 

(McNally,  2007).The  drawback  of  this  model  is  that  it  does  not  account  for  substantial 

changes in land use patterns or in the transport network.  

 

The  Gravity  model  (Voorhees,  1955)  technique  based  its  theory  on  Newton’s  law  of 

gravitation  forming a  simple equation where  the  force of  attraction between  two TAZs  is 

directly  proportional  to  the  masses  (mass  TAZ1  multiplied  by  TAZ2)  and  inversely 

proportional to the square of the distance (Mathew et al., 2006; Erlander & Stewart, 1990; 

Wills,  1986).  It  is  based  on  the  relative  amount  of  activity  and  spatial  separation  of  TAZ 

(Fricker  &  Whitford,  2004).  Using  TAZs  to  draft  policies  and  set  strategies  of  urban 

development has some key deficiencies:  

 

i) the zone boundary should coincide with the edges of census tracts; 

ii) the lack of behavioural consideration at the individual level; 

iii) policy makers  and planners do not  generate  activity‐based models  although  these 

models are more accurate (higher level of abstraction) (Eom, 2007).  
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As per Stouffer (1940) a third model was developed, Intervening Opportunities model. The 

model is based on the concept that the tripmaker prefers to take the shortest path possible 

to reach their destination (Matthias, 1966). It proposes an idea: 

 

“the number of persons going a given distance is directly proportional to the 

number of opportunities at that distance and inversely proportional to the 

number of intervening opportunities.”[Mattias, 1966] 

 

It  does  not  require  O‐D matrix,  and  counts more  on  probabilities;  it  looks  at  the  factors 

causing  travel  (Stouffer,  1940).  Distribution  models  (factor,  gravity,  and  opportunities) 

require  the  number  of  trips  due  to  attraction  and  production  of  transport  nodes.  The 

opportunities model opened a channel to spatial configurational models. 

Trips 

Simulation  speculates  having  particular  trip  purposes  as  per  Golob  (1986) which  can  be 

summarized in 5 types. Conventional traffic models replicate these spatial patterns in a real 

time simulation platform forming trip‐based travel forecast models. Classified these trips as 

home based work  (HBW), home based  school  (HBS),  home based other  (HBO),  and non‐

home based (NHB). Trips associated with traveller’s home may refer to as trip productions 

and  the  trips’  ends  associated  with  non‐home  are  trip  attractions  (Martin  &  McGuckin 

1998), see (Figure 3‐3). 

 

Figure 3‐3: Trip purposes 

The  survey  process  of  obtaining  these  O‐D  trip  data  is  very  cost  intensive  and  time 

consuming (Paul, 2011; 2009; Penn et al., 1998). Therefore, there is a fundamental need of 

approaches  for  transitioning  from  traditional  models  to  behaviour‐based  models.  These 

approaches  should be  capable of  simulating vehicular movement networks without using 

O‐D trip data. The next section introduces topological approach in the context of vehicular 

movement prediction. 
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3.2.2  Topological‐spatial  configuration approach 

Topological  analysis  refers  to  the  way  the  streets  and  build  environment  relate  to  each 

other and to the whole network. According to Medeiros (2006), topology is: 

 

 “the study of space relationships that do not depend on shape and size, but 

on the connection between parts, whereas geometry is the description of 

physical elements in terms of its dimensions, proportions, scales etc.“ 

 

A theory developed by Hillier and Hanson (1984) called Space Syntax is based on the use of 

computer techniques to analyse urban configuration. In the words of Hillier et al. (1987):  

 

“Space syntax is a set of techniques for the representation, quantification, 

and interpretation of spatial configuration in buildings and settlements. 

Configuration is defined in general as, at least, the relation between two 

spaces taking into account a third, and, at most, as the relations among 

spaces in a complex taking into account all other spaces in the complex. 

Spatial configuration is thus a more complex idea than spatial relation, 

which need invoke no more than a pair of related spaces.” [Hillier et., 

1987] 

The modification of any single spatial relation will have an affect on the whole configuration 

(Dalton & Hölscher,  2006).  Various measures  of  urban  configuration  are  correlated with 

aspects  of  social  life  (Ratti,  2004).  This  theory  aims  to  study  the  social  implications  of 

architectural  spaces  (Pereira  et  al.,  2012)  and  incorporates  the  space  topological 

relationships, considering the city shape and its influence in the distribution of movement 

flows within  the  space  (Barros  et  al.,  2007),  see  (Figure 3‐4).  Spatial  analysis  techniques 

characterise  the  system on  the basis  of  the ways  in which  spaces  are  related  rather  than 

through metric  distances  (Wineman & Peponis,  2010).  Recently,  this  versatile method  of 

urban analysis started being used in simulation (Ratti, 2004). 

Movement prediction 

Space  syntax  has  been  found  to  be  an  alternative,  or  even  complementary  approach  to 

transportation  demand  modelling  as  being  a  less  cost  intensive  and  more  time  efficient 

approach. The capability of space syntax to indicate the potential movement of pedestrians 

and vehicles on the various routes of  the urban grid has been widely explored (Medeiros, 

2006;  Holanda,  2002; Medeiros  &  Trigueiro,  2001;  Penn  et  al.,  1998;  Hillier  et  al.,  1996, 

1993).  The  most  integrated  streets  are  those  with  higher  potential  flow  generation, 

topologically. Thus, they are the most likely to be used (Barros et al., 2007).  
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Figure 3‐4: Spatial accessibility analysis‐Nicosia, Cyprus (source: Charalambous & Mavridou, 2012) 

 

Simplest way not shortest  way (spatial  distance) 

Configurational modelling  is  therefore  faster  (Barros  et  al.,  2007),  less  cumbersome,  and 

less prone to  incorrect assumptions than either Movement Assignment or Dynamic Entity 

modelling (Murrain, 2013). The spatial  layout of urban places exerts a powerful  influence 

on  human  behaviour.  The  way  the  spaces  connect  is  directly  related  to  the  way  people 

move,  interact,  and  transact.  Urban  space  can  organise  the  movement  to,  through,  and 

within  spaces.  From  a  behavioural  point  of  view,  this  assumption  postulates  that  the 

cognitive  complexity  of  the  route,  described  as  the  number  of  directional  changes  on  a 

route,  is  the  primary  consideration  in  path  choice,  even  more  so  than  metric  distance 

(Stonor, 2011).  Individuals  choose  the most  continuous  routes between O‐Ds  rather  than 

the route with the shortest metric distance (Hillier & Iida, 2005). The angle of turns during 

a  pedestrian  journey  affects  the  perception  of  its  distance  (Montello  1997;  Sadalla  & 

Montello  1989)  and  the  behaviour  and  route  choice  (Turner  &  Dalton,  2005).  People 

linearize their route taking the shallower turns towards their goals (Dalton, 2001). Thus, it 

is expected to prefer routes that involve less turns (simple and more direct) along the way, 

rather than complex and indirect, even if the complex route is shorter (Hillier et al., 2007).  

 

Former  studies  and analyses  carried out  in  space  syntax have  shown  that people  tend  to 

take  the  simplest path/  least  angle  change  rather  than  shortest metric path between  two 

nodes  (Dalton,  2001).  Dalton  (2001)  showed  that  when  individuals  take  a  route,  they 



 82 

linearise  it  by  taking  the  shallower  turns  towards  their  goal.  As  for  vehicular movement, 

Duckham  and Kulik  (2003)  proposed  that  the minimum  angular  path might  be  useful  to 

help direct drivers to their destination more simply. As shown in (Figure 3‐5),  the fewest 

number of turns path from A to B (right figure), in segmentation theory, is cognitively 

shorter.  

 

Figure 3‐5: Shortest path versus the simplest path between points A & B. (source: (Turner & Dalton, 

2005). 

Axial  representation   

The most used space syntax technique at urban level is the axial map. According to Hillier 

(1999): 

 

 “In the study of cities, one representation and one type of measure has proved 

more consistently fruitful than others: the representation of urban space as 

matrix of the `longest and fewest' lines, the `axial map', and the analysis of 

this by translating the line matrix into a graph, and use of the various 

versions of the `topological' (that is, nonmetric) measure of patterns of line 

connectivity called `Integration'.” 

 

Segmental  m  ap 

An  extended  version  of  an  axial  line  is  a  segment  line.  Segmental  map  is  where  both 

junctions  and  turns  break  the  lines  (roads)  into  segments  (Turner  &  Dalton,  2005).  For 

transport  modelling,  the  segmentation  of  axial  lines  would  better  serve  as  it  presents 

coincident  characteristics  (assignment).  Configurational  tools  such  as  the  space  syntax 

segmental map  can  contribute  to  transport  studies  especially  in  early  stages  of  planning 

and zoning and  forecasting potential  vehicular  flows  (Barros et  al.,  2007). The  segmental 

map  is  an  improved  version  of  the  axial  map  as  it  processes  the  network  into  street 
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segments  (Turner,  2004).  Space  syntax  typically  ignores  traffic  flow  directions, 

representing the network by means of a set of line segments (Barros et al., 2007). Barros et 

al. (2007) stated that the segment analysis applies better for transport studies, because of 

its  logic structuring based on segments between nodes, not only on continuous lines, as  it 

happens with  traditional  axial maps. With  a  different  spatial  calculation,  segmental maps 

use  measures  of  centrality  (which  include  Depth,  Mean  Depth  (MD),  and  Integration), 

Depth to evaluate segments and MD to evaluate the whole network.  

 

However, dealing with segments is associated with a weight problem. When axial lines, are 

broken  into  segments,  the  segments  associate higher  transfer  ‘cost’  than  the  straight  line 

would  have,  because  each  step  to  the  next  segment  incurs  a  penalty.  One  response  is  to 

make  the  segments  continuous,  by  joining  lines  that  continue  in  the  current  direction  to 

create  threads  (Thomson, 2003; Dalton, 2001) or  continuity  lines  (Figueiredo & Amorim, 

2005). Another response is to use Angular Segmental Analysis (ASA). 

Angular analysis    

Space syntax follows most network analysis as it translates the network map into a graph, 

then a graph analysis is performed in order to predict the subject’s movement at individual 

nodes  (Turner  &  Dalton,  2005).  Angular  analysis  is  a  spatial  analysis  technique  that  is 

based  on  space  syntax  methods.  It  originates  from  (Turner,  2000)  and  it  was  also 

implemented as an extension of axial analysis by Dalton (2001). Turner (2001) explained 

the Angular Analysis as: 

 

“it uses a weighted graph to calculate space syntactic metrics rather than the 

non-weighted standard measures”.  

 

It is easiest to think of it in terms of an axial map, as proposed by Dalton (2001):  

 

 “when calculating the path length from A to B, as one would to calculate 

integration for example, rather than count the number of edges (that is, 

connections) between those locations, calculate instead the weighted sum of the 

edges, where each edge is weighted by the angle of connection.” 

 

The cost of transfer from one segment to another is treated as the angle from one segment 

to another (Turner & Dalton, 2005). 
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Angular Segmental  Analysis  (ASA) 

Turner (2001) introduced the Angular Segmental Analysis (ASA). It is:  

 

“the shortest angular path about each pair of origin-destination segments was 

obtained from segmented axial map representing specific built-environment- 

usually generated from the load-centre line of GIS.” 

 

As shown  in Figure (3‐7),  it  starts with drawing  the axial map/ centre  line of  the streets. 

Streets will be drawn as segments; each should be connected to  the other by  intersection 

angle in a graph. The entry direction of the flow/ pedestrian/ vehicles is important as this 

will count  for  the calculations. Doubling back among one segment cannot be done to  take 

advantage of the shallow angle link (Turner & Dalton 2005). 

 

In ASA, because there is no angular turn to another segment that leads straight on, there is 

no associated cost, and thus a path that continues  in the current direction is by definition 

continuous  across  the  junction  (Turner,  2007).  Figure  3‐6  illustrates  the  ASA  way  of 

calculation between the two axial lines A and B. At an angle of incidence 48 degrees might 

have  a weight  of  0.53, while  the  intersection  of  the  other  two  axial  lines  (B  and E)  is  43 

degrees, which is 0.47.  An example of central London ASA map, see (Figure 3‐7).  

 

 

Figure 3‐6: Angular analysis calculation 
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Figure 3‐7: ASA of central London, red as high integration, blue as low integration (source: Ahmadi 

2007) 

3.3 Identifying the Gap in the Literature 

The chapter reviewed the literature of vehicular simulation modelling. The first part focused 

on  the  simulation  techniques  where  the  second  part  discussed  the  vehicular  movement 

predictions  technique.  A  gap  in  the  literature  is  the  use  of  hybrid  model  to  depict  the 

individual patterns of EV users. Integrating space syntax analysis with simulation techniques to 

simulate e-mobility system may be a proposed approach.  

 

 

 

 

 

 

 

 

 

 



 86 

CHAPTER 4. METHODOLOGY 

 

 

“You need to follow not what the consumer is telling you they want, but what are the 

trends for the consumer. Not what they are asking from you today, but what they are 

going to be asking for you tomorrow; and that is why you need to prepare for it” 

 

 

 

 

By Carlos Ghosn, Chief Executive of Renault‐Nissan (2015) 

 

 

 

 

This chapter presents  the research study area and  introduces  the multi method approach 

employed. First, the study boundary and its existing charging infrastructure are described. 

The inner urban core of Newcastle‐Gateshead area is the focus of the study. A combination 

of  research  methods  is  applied  to  different  datasets:  i)  empirical  data  provided  by  the 

charging  network  management  company,  CYC  Ltd.,  and  ii)  data  collected  through 

interviewing 15 EV users and 5 stakeholders, and a map‐based survey with 55 potential EV 

user. All these studies wee conducted in the Newcastle‐Gateshead area. 

4.1  Study Area: Background and E‐Mobility System 

Newcastle upon Tyne city is located in the North‐East of England. The city is divided into 64 

postal districts, see (Figure 4‐1). The inner urban core is mainly the area around the river 

Tyne, which is defined by the postal district boundaries of NE1 (6KM2), NE4 (14KM2), and 

NE8  (16KM2),  The  inner  urban  core  of  NE1  is  the  chosen  area  for  the  pilot  study,  see 

(Figure 4‐2).  

 

Newcastle  is considered one of  the greenest cities  in  the UK, attempting  to work  towards 

sustainable development and implementing progressive plans towards resilience concepts 

(BBC, 2010;  Jha, 2009). The city has an existing EV charging  infrastructure and  there are 

plans to install more CPs around the Newcastle and Gateshead metropolitan area over the 

next two years (2015‐2016). According to CYC Ltd. company, 1,500 CPs are installed for the 

public use (CYC, 2014).   
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Figure 4‐1: Postal districts of Newcastle and the case study boundaries (NG, 2011) 

 

Figure 4‐2: Newcastle area of study 

The  inner urban core  is a hotspot  for  inhabitants and visitors who are  flying or sailing  to 

Newcastle. The area contains the city centre; it has the main traffic arteries of the city and 

50 publicly available CPs, see (Figure4‐3). Parking in the city centre (NE1) is free of charge 

after five o’clock in the evening, which reflects more flow and crowded avenues to get away 

from  the  business  district  network  (NE1,  2009).  Tyne  and  Wear  Metropolitan  County 

contains  five  metropolitan  boroughs:  Gateshead,  City  of  Newcastle  upon  Tyne,  North 
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Tyneside,  South Tyneside,  and City  of  Sunderland. The  case  study  considers  the  first  two 

boroughs.  

 

The  Newcastle‐Gateshead  area  has  a  rich  charging  network.  The  majority,  26  RFs,  are 

located in NE1; while there are 7 RFs in NE4, and 10 RFs in NE8. Some of these points are 

deactivated, which pulls  the numbers down to 25 RFs  in NE1 and 5 RFs each  in NE4 and 

NE8, see (Figure 4‐3). Figure 4‐4 shows the bar chart of  the RF distribution  in Newcastle 

upon Tyne by postal district.  It  shows  the well‐covered areas such as NE1, NE4 and NE8; 

other more distant areas from the Tyne and the City Centre have almost no RFs. 

 

 
 

Figure 4‐3: RF’s distribution Newcastle upon Tyne (CYC) (source: Google map, 2014) 

 

The urban pattern has an organic pattern with high mobility flow. According to Newcastle 

City Council‐NCC and the Highway Authority for Newcastle upon Tyne, there are seven road 

types  (principal  road,  classified  road,  local  distributor  road,  collector  street,  residential 

street, shared surface street and home zone). As for the purpose of the study, the first three 

types are displayed, see (Figure 4‐5).  
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Figure 4‐4: RF’s distribution Newcastle upon Tyne (CYC) bar chart 

 

 

Figure 4‐5: Road‐centreline map_NE1, NE4 and NE8 (Edina, 2013) 
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The  three  categories  are  the middle ones  in  terms of  size,  service  and  speed. Trucks  and 

principal  roads  are  secluded  as  well  as  shared  surfaces  and  home  zone  accesses  are 

eliminated. It starts from: 

 

i) collectors/ residential street (Access) 6.00 meter standard width, red colour; 

ii) local distributor road (Local) standard width, 6.75m standard (3.45m lanes), green 

colour (this level is used to identify the location of RFs in this thesis); 

iii) classified road (District), 7.30m standard width (3.65m lanes), blue colour. 

 

NE1  contains  versatile  land  use  and  busy  avenues  and  streams  of  movement,  either 

vehicular or pedestrian.  It contains several express and arterial  long roads, which vary  in 

width and capacity.  In NE1, there are two universities, schools, shopping and recreational 

areas, commercial buildings, a train station, public squares, parks, and some of the busiest 

residential wards of the Newcastle area. NE1 accommodates around 3959 residents. RFs in 

NE1 serve inhabitants and visitors to NE1 coming from different areas around the city for 

(work, study, and entertainment). 

4.2  The Multi  Method Approach  

The  thesis  takes  a  multi  method  approach,  which  consists  of  four  main  strands.  Each 

method  is  employed  separately  to  analyse  and  investigate  different  aspects  of  the 

Newcastle‐Gateshead  area  e‐mobility  system.  In  this  chapter,  each  method  is  presented 

with a proceeding discussion in the consecutive chapters, see (Figure 4‐6).   

 

 

Figure 4‐6: Research approach diagram 

4.3  First Method: EV User Study  

The  initial method  is a  survey‐based approach.  It  is employed  to  investigate  the end‐user 

preferences  and  design  needs  and  to  classify  charging  patterns  and  profiles.  Prior  to 

conducting  the  study,  a  meta  analysis  of  the  previous  consumer  and  user  studies  was 

carried out, see (Figure 4‐7).   
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Figure 4‐7: Survey‐based approach 

The  meta  analysis  is  a  part  of  the  methodology  as  it  was  employed  to  investigate  the 

usefulness of different types of these consumer and user studies by how successful was the 

design to meet the aim and objectives of each study. A comparative analysis is presented by 

mapping 60 EV published user studies over the last twelve years.  

 

The meta analysis as defined by Sandelowski et al. (1997) as: 

 

“a distinctive category of synthesis in which the findings from completed 

qualitative studies in a target area are formally combined. Both an analytic 

process and an interpretive product, qualitative meta-analysis is analogous to 

quantitative meta-analysis in its intent to ascertain systematically, 

comprehensively, and transparently the state of knowledge in a field of study.” 

 

In Chapter 5, studies are compared, analysed and compiled using different data filters. The 

review is used as a stand‐alone resource for readers, researchers or policy makers with an 

interest in EV uptake and related policies. It provides a useful review to undertake further 

user  studies.  This  is  followed  by  Chapter  6,  which  presents  the  research  EV  user  study. 

Chapter 7 presents a consumer level of awareness spatial survey.  

 

The user studies vary between interviews, questionnaires, surveys, or trials. Each of these 

methods can be applied  to different  focus groups (potential,  current or  stakeholder). The 

use of surveys and questionnaires is a commonly used research tool to swiftly collect data 

and scan the environment in an easy and affordable way, see (Table 4‐1).  

 



 92 

 

 

Table 4‐1: Methods of data collection (quantitative and qualitative) in the context of EV 

Method  Abstraction level   Pros  Cons 

Survey  It  can  be  anything  from  a  short  paper‐

and‐pencil  feedback  form  to  an 

intensive interview. Macro‐scale level. It 

tries  to  reach  many  respondents  with 

less  personal  and  detailed  feedback. 

National  travel  survey  is  the  most 

common  one  in  transportation  area. 

Likret scale usually is used. 

Quick,  bigger  sample  size  (n),  self 

explanatory,  can  be  done  online 

(in different languages). 

 

 

Biased  due  to  self‐selection, 

online  access,  type  of 

questions  cannot  be  very 

personal  (broader),  no 

recording,  ended  questions 

(open‐ended  questions  are 

not  recommended). 

Incomplete responses. Questionnaire  Micro, meso or macro‐scale. Depends  it 

is  online  or  not.  Likret  scale  usually  is 

used. 

Relatively  big  sample  size, 

questions  regarding  individual 

pattern can be addressed. 

Interview  Used more as an ethnographic  study as 

it  may  have  more  in  depth/  personal 

questions seeking justifications: Ex. Why 

you do not use that particular CP? 

Follow‐up questions can be asked; 

provide  better  understanding  of 

the  answers  of  the  respondents. 

Can be over the phone; however, it 

has to be consistent. 

 

Time‐consuming, respondents 

may  not  have  public‐listed 

phone  numbers  or  no 

telephones at all. 

Trial   A  field  study  is  a  general  method  for 

collecting  data  about  users,  user  needs, 

and product requirements that  involves 

observation  and  interviewing 

(Rosenbaum,  2002).  In  EV  research 

area, a  trial can be  for a 7 day  long and 

up  to  a  year.  The  longer  the  time,  the 

less  abstraction  is  the  trial.  Monitoring 

is  not  on  a  daily  basis  in  case  of  long 

trial;  however,  GPS  would  be  used  to 

track  the  car  to meet  the  trial objective 

(e.g.,  long  distances,  number  of 
destinations, charging places, etc.). 

The  EV  trial  is  considered  as  a 

short‐term  direct  expereince; 

however,  it  allows  the  potential 

user  to  have  better  insight  of 

driving  an  EV.  In  some  cases 

especailly  when  it  is  applied  to 

current user, it is for a longer time 

and  may  capture  the  usability  of 

en  EV  (car  &  infrastructure).  A 

trial  can  be  for  charging  pattern, 

driving  style.  Provide  better 

visions  due  to  the  direct 
interaction. 

 

Demanding,  frequent  update 

is  needed,  needs  higher  level 

of  motivation  to  attract 

participants.  In  case  of 

potential  users,  hypothetical 

scenarios  are  built  and  based 

on  it,  future  demand  and 

observations are formed. 
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A poorly designed questionnaire may only gain unusable responses or none at all. A clear 

image of what is to be achieved, is the first step to a well‐designed opinion poll. Due to the 

lack of control and wording are often confusing in internet‐based questionnaires (Potoglou 

& Kanaroglou, 2007),  the  clarity of  the questions has  to be  tested prior  to dissemination. 

The major issue with the meta‐analysis of EV is the temporal validity. 

 

The EV technology, which affects the user feedback and market penetration is under strong 

development. For example, quick chargers change the patterns of charging as in 15 minutes, 

the  user  can  replenish  their  battery.  The  lack  of  future  time  perspectives  and  robust 

assessment  conclusions  affect  the  diffusion  of  different  EV models  in  the market.  Clearly 

stated  purposes,  geographical  and  time  scope  studies  provide  design  and  planning 

guidelines for stakeholders.  

4.4 Second Method: E‐Mobility Data Analytics   

The second method employed is spatiotemporal analyses. Various models and analyses are 

conducted  within  the  remit  of  this  research,  see  (Figure  4‐8).  Content  analysis  was 

employed to gather  insights  into charging patterns and users opinions and perceptions of 

the  current  and  future  charging network.  Based on  the  empirical  data  collected,  the user 

charging  personas  were  created.  This  is  followed  by  a  clustering  model,  which  was 

developed  to  assist  the  planning  authorities  and  policy makers  understanding  the  users’ 

preferences.  Another  clustering model was  developed  interrogating  the  relation  between 

design  and  behaviour  features  of  driving  an  EV.  Out  of  all  the  spatial  and  behavioural 

measures, there are significant key measures that would affect the design of RFs. In order to 

identify  these  attributes,  a  regression  model  is  designed,  and  a  time  series  model  is 

developed to  forecast  the charging patterns of EV drivers using non‐domestic (public and 

workplace) CPs. 

 

 

Figure 4‐8: Multi‐data analytics 
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4.4.1  Content analysis 

This research focuses on the use of the data analytics as a dimensional analysis technique 

for data mining and significant analysis of quantitative and qualitative datasets. The sheer 

size  and  complexity  of  the  dataset  sometimes  makes  the  analysis  process  daunting; 

however, large data set yields richer and more useful information (Namey, 2007). Hence, a 

meaningful  interpretation  and  an  overall  picture  can  be  drawn  depicting  the  desired 

phenomenon.  

 

The  first  technique  employed  is  the  content  (systematic)  analysis.  Content  analysis  was 

first defined by Berelson (1952) as: 

 

“a systematic, replicable technique for compressing many words of text into 

fewer content categories based on explicit rules of classification.” 

A Further broad definition of the content analysis evolved over the years as: 

 

 “a technique for systematically describing written, spoken and visual 

communication. It provides a quantitative description for open-ended 

responses of an interview or survey questions.” [Holsti, 1969] 

To kick‐start the process of collecting insights into EV user’s driving patterns and charging 

behaviours,  explorative  interviews  were  conducted  with  EV  users  [n=15].  Structured 

interviews aimed to explore motivations and practices surrounding EV usage and observe 

opinions  towards  the  current  RFs.  In  total,  9.15  hours  of  interviews  were  carried  out, 

documented and analysed based on a  thematic  analysis, which  revealed various  common 

experiences that were stated by the different participants. During the interviews, questions 

were posed and included  

“What motivated you to drive an EV?” and “Why did you...?” 

Additionally closed questions were included such as: 

“How many times you charge your car a week?” 

Both quantitative and qualitative responses were incorporated in the clustering model. 

4.4.2  Data mining 

The  second  technique  is  the  clustering  analysis  of  different  datasets;  two  models  were 

conducted  with  different  objectives.  When  datasets  are  large  or  complex,  adequate  data 

mining  approach  is  needed  for  analysis.  The  basic  concept  is  the  reduction  of  pedantic 

amounts  of  data  down  to  the  meaningful  parts.  Data  reduction  techniques  can  include 
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simple  tabulation,  aggregation  via  computing  descriptive  statistics  or more  sophisticated 

techniques  dealing  with  multivariate  data  like  factor  analysis,  principle  component, 

correspondence analysis and clustering analysis. Factor analysis,  is to express the original 

variables  as  linear  functions  of  a  smaller  set  of  underlying  variables  that  account  for  the 

original variables and  their  inter‐correlations. Principal  components analysis  is  “finding a 

small  set  of  linear  combinations  of  the  original  variables  that  summarizes  most  of  the 

variation in the data”. Correspondence analysis is:  

 

“a graphical technique in order to represent the information in a two-way 

contingency table, which contains the counts (frequencies) of items for a cross-

classification of two categorical variables.”[Rencher, 2002] 

 

4.4.3  Clustering analysis as a research tool 

Data  clustering  is  employed  to  classify  EV  users  profiles  and  group  the  spatial  and 

behavioural attributes of the EV charging network by examining the best set up that would 

generate optimal profits,  see  (Figure 4‐9). Data  simplification allows researchers  to  focus 

their attention on the descriptive and crucial details of qualitative and empirical data.  

 

 

Figure 4‐9: E‐mobility clustering models  

 

Before conducting the data spatial clustering analysis, some basics about the EV users data, 

variables and the clustering techniques are discussed. Data clustering is a continuous fine‐

tuned  process  of  grouping  sets  of  data.  It  is  a  convenient  method  for  identifying 

homogeneous  groups  of  objects,  called  clusters  (Mooi &  Sarstedt,  2011).  It  identifies  the 

groups within the data while being able to analyse groups of similar observations instead of 

individual  observations  (Caccam & Refran,  2012).  It  is  finding  a  group  of  similar  objects 

sharing  many  characteristics  and  qualities,  which  are  unrelated  to  other  objects  not 

belonging  to  that  group  aiming  to  reduce  the  size  of  the  large  data  sets.  These  objects 

(cases,  or  observations)  (Mooi  &  Sarstedt,  2011)  can  be    e.g.,  customers,  products, 

employees, users, or clients. It is to analyse their behaviours, preferences, patterns, usage or 

any  other  quantified  parameter  and  classify  them  into  groups  (Larson  et  al.,  2005).  To 

cluster  the  observations,  many  techniques  begin  with  similarities  between  all  pairs  of 

observations (Schaeffer, 2007).  
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Measuring similarity or dissimilarity 

There  are  a  few ways  to  compute  the  distance  between  observations  such  as:  Euclidean 

(square  route),  city‐block  distance  (absolute),  or  Chebychev  distance  (maximum  of  the 

absolute).  In  this  research,  the Euclidean distance  is discussed. Euclidean distance can be 

presented  in  a  table  (proximity  table) where  the diagonal presents  the distance between 

the object and itself, zero, and the non‐diagonal values represent the distance between the 

pairs,  see  (Figure 4‐10).  In  this proximity matrix,  the  lower and upper diagonal elements 

are  the  same,  mirrored  over  the  diagonal  (Schaeffer,  2007).  The  d  (Euclidean)  can  be 

measured, see (Equation 4‐1).  

 

Equation 4‐1: Measuring Euclidean distance   

d(ID:004, ID:007)= √(X007 – X004)2 +( X007 – X004)2 

 

Figure 4‐10: An example of measuring similarity between CPs using Euclidean distance  

The number of  clusters 

The number of clusters should be as few as possible in order to be easy to understand and 

executable. On  the other hand, having many clusters allows us  to  identify more segments 

and more  subtle  differences  between  segments.  The  number  of  clusters  can  be  selected 

based  on  the  percentage  of  variance,  as  adding  another  cluster  does  not  always  provide 

enhanced data mining. Percentage of variance is the ratio of the between group variance to 

the  total  variance.  In  other  words,  if  the  number  of  clusters  is  tabulate  against  the 

percentage of variance by clusters, the first time the change in the number of cluster does 

not show a significant variance (marginal gain), is when the number of clusters are chosen 

(Mooi & Sarstedt, 2011).  
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Data types in statistics 

The  research  problem  contains  different  statistical  types  of  data  which  vary  between: 

quantitative  or  measurable  data  is  metric,  numerical  or  continuous  set  of  observations, 

which allows statisticians to perform various arithmetic operations to find parameters of a 

population  like:  time  spent  in  charging,  time  arriving  the  recharging  facility  and  some 

spatial configuration values of the road network. The types can be summarised as follows: 

 

- Discrete data: where  the values or counts can constitute a sequence of  isolated or 

separated points on the real number line. Each observation therefore takes a value 

from a discrete list of options like the number of the points in each site, popularity 

of the CP and the frequency of use (weekend/weekday ratio).  

 

- Discrete  qualitative  (nominal)  data:  it  is  a  set  of  significant  categories  or  groups 

like: the user ID, the location of the CP (Off street or on street) and the direction of 

the majority using a CP. There is no accepted scheme to put these categories in any 

meaningful order, as there are no ranking differences to be determined.  

 

- Continuous  quantitative  data:  it  results  from  infinitely  many  possible  values. 

Continuous data types involve the uncountable kind of infinity, which is frequently 

referred to as the number of points on a number  line (or an  interval on a number 

line).  The  observations  can  be  like  the  total  number  of  transactions  and  total 

number of users. 

 

- Categorical  data  (qualitative  or  nominal):  it  results  from  placing  individuals  into 

groups or categories (Montclair State University, 2013). The data collected contains 

categorical  data,  which  was  converted  into  binary  and  ordinal  data  for  easiness. 

Several  descriptive  and  spatial  statistical  analyses  can  be  conducted.  Quantitative 

data  allows  us  to  find  population  or  sample  parameters  like mean,  variance,  and 

standard  deviation.  Discrete  ordinal  data  that may  be  arranged  in  some  order  or 

succession,  but  differences  between  values  are  meaningless;  however,  relative 

comparisons made about the differences between the ordinal levels. 

 

Univariate and multivariate methods 

There are two methods to classify the data in terms of abstraction level. Univariate methods 

where  the  response  variable  is  influenced  by  only  one  other  factor  and  multivariate 

methods  is  where  the  response  variable  is  influenced  by  multiple  factors  (and  even 
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combinations  of  factors)  and  set  of  tools  is  utilized  to  analyse  multiple  variables  in  an 

integrated and powerful way. In this research, the multivariate is employed. This is due to 

the variety of observed attributes and measured values needed to examine the recharging 

facility and usage pattern. Multivariate method allows better and more realistic assessment 

of  designs  and  systems  being  examined  by  traditional  univariate  methods  having  one 

outcome and a very few Independent Variables (IVs).  

 

These  methods  facilitate  analysis  of  a  complex  array  of  variables  and  provide  greater 

assurance  and  meaningful  interpretation  of  the  whole  data  set  rather  than  analysing 

variables  in  isolation  likewise  the  univariate  methods  analysis  technique.  Hence  the 

researcher would  reach  some  synthesizing  conclusions with  less  error  and more  validity 

(Mike, 2013).  

Selection of  variables     

Researchers  often  overlook  the  fact  that  the  choice  of  clustering  variables  is  closely 

connected  to  data  quality.  This  is  very  important  if  a  segmentation  solution  has  to  be 

managerially useful (Mooi & Sarstedt, 2011). A clear definition of the selection of variables 

for clustering analysis process was described as: 

 

“a process of selecting only those variables that ensure that high quality data 

may be included in the analysis. For ease of understanding and efficiency, 

typically what is needed is the fewest number of variables that will explain 

the most.”[Mooi& Sarstedt, 2011] 

 

The selection of the variables should help on differentiating between segments for a specific 

objective  (the  initial  objective  of  the  data  clustering).  There  should  be  significant 

differences  between  the  DVs  across  the  clusters.  If  the  variables  are  highly  correlated, 

specific aspects will be overrepresented, which does not help identify the distinct segments. 

Therefore, the variables have to be non‐redundant because the clustering process does not 

differentiate between the clustering variables in a conceptual sense.  

 

Variables  have many  types  and  can  be  classified  as  general  and  specific  and  can  also  be 

observable and unobservable: 

 

- General and observable:  directly measured and not related to objects: origins of the 

users.  

- General and unobservable: inferred and not related to objects: driver profile.  
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- Specific and observable: directly measured and related to objects: usage frequency. 

Specific  and  unobservable:  inferred  and  related  to  objects:  aspect  of  behaviour, 

charging patterns and preferences (Wedel & Kamakura, 2000). 

 

While choosing the clustering variables, there are four considerations to be noted: the cost, 

availability,  meaningfulness,  and  theory. Whichever  clustering  variables  are  chosen,  it  is 

important  to  select  those  that  provide  a  clear  cut  differentiation  between  the  segments 

regarding  a  specific  managerial  objective  (Tonks,  2009).  There  should  be  significant 

differences  between  the  DV(s)  across  the  clusters;  it  is  essential  that  the  clustering 

variables distinguish the dependent variables (DVs) significantly.  

4.4.4  An overview of possible algorithms and techniques 

To  explain  the  approach  chosen  to  conduct  the  data  clustering  mechanism,  a  quick 

overview of the possible available algorithms/ techniques is presented, highlighting the one 

being used. The classification of the data clustering algorithms can be in different shapes. In 

this thesis, the classification is presented as per the platform being used, SPSS Statistics 21, 

a predictive analytics software, is the commercial platform is being used. 

  

SPSS  has  three  techniques  with  different  algorithms:  K‐means  (Partitioning  or  Flat‐

Hierarchical)  clustering,  Hierarchical  clustering  and  TwoStep.  The  first  one  works  on 

dividing  the  data  into  non‐overlapping  subsets,  see  (Figure  4‐11).  The  second  one  is 

dividing  them  into  nested  clusters  organized  as  a  hierarchical  tree.  The  last method  is  a 

combined technique that has two steps, partitioning and hierarchal.  

K‐means clustering 

This  is  a  flat  hierarchical  method,  which  attempts  to  find  a  user‐specified  number  of 

clusters  (k),  which  are  represented  by  their  centroids.  The  centroid  is  the  mean  of  the 

points  in  the  cluster.  The  initial  centroid  is  randomly  assigned  and  keeps  changing.  The 

centroid’s position is recalculated every time a component is added to the cluster. Iterations 

and  computation  takes  place  until  the  centroids  do  not  change,  thus  forming  the  final 

required number of  clusters. Usually,  the  convergence happens  in  the  first  few  iterations 

and the Euclidean distance measures the closeness.  

Hierarchical  clustering     

Agglomerative and divisive techniques are used in this method, see (Figure 4‐12). The first 

one starts with creating clusters from individual objects. The longer the process continues, 

the  bigger  the  size  of  the  cluster  as  a  merging  process  takes  place.  The  convergence  of 
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similar objects continues in a bottom up approach. The divisive approach is the other way 

around where the start is one single large sized cluster, and the iterations gradually split up 

the cluster. This reflects the nature of hierarchical clustering: an object is assigned to only 

one cluster. The higher level of hierarchy always encompasses the lower levels (Mooi and 

Sarstedt, 2011) 

Combining both methods   

A combined approach can be implemented by employing a hierarchical approach, followed 

by flat hierarchal approach, see (Figure 4‐11). The first is used to determine the number of 

clusters  and  profiles’  centroids  that  would  serve  as  an  initial  cluster  formation  in  the 

partitioning  one.  The  second  phase  would  take  place  to  provide  more  accurate  cluster 

membership  (as  the  K‐means  clustering  needs  to  identify  the  number  of  clusters  as  an 

initial  step).  This  enables  the  advantage  of  the  hierarchal  methods  to  complement  the 

partitioning  method  in  being  able  to  refine  the  results  by  allowing  the  switching  of  the 

cluster membership. 

 

Figure 4‐11: Clustering techniques 

 

Figure 4‐12: Agglomerative and divisive approaches of clustering  
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TwoStep model   

TwoStep clustering model, using SPSS Statistics 21 software, was developed for the analysis 

of large data sets (Chiu et al., 2001). This is an exploratory tool designed to reveal natural 

groupings  within  the  dataset,  see  (Figure  4‐12).  The  algorithm  employed  has  several 

features  that  give  credit  to  this  technique  compared  to  traditional  clustering  techniques. 

This hybrid method creates clusters based on both continuous and categorical variables. It 

has the ability of automatically selecting the number of clusters as well as analysing  large 

data  files  in  an  efficient manner  (Caccam and Refran,  2012).  It  requires  only  one pass  of 

data  and  it  can  produce  solutions  based  on  mixtures  of  continuous  and  categorical 

variables,  and  for  varying  numbers  of  clusters.  The  clustering  algorithm  is  based  on  a 

distance measure  that yields  the best  results  if all variables are  independent, and  it deals 

with continuous and categorical data set. Continuous variables have a normal distribution, 

and categorical variables have a multinomial distribution (Mooi and Sarstedt, 2011). 

 

The procedure consists of two steps: pre clustering and clustering. The first is the formation 

of pre‐clusters. It is a sequential approach, which is used to pre‐cluster the cases. The goal 

of  pre‐clustering  is  to  reduce  the  size  of  the  matrix  that  contains  distances  between  all 

possible pairs of cases. Pre‐clusters are  just clusters of  the original cases  that are used  in 

place of the raw data in the hierarchical clustering. As a case is read, the algorithm decides – 

based on a distance measure if the current case should be merged with a previously formed 

pre‐cluster or whether to start a new pre‐cluster. When pre‐clustering is complete, all cases 

in the same pre‐cluster are treated as a single entity. The size of the distance matrix is no 

longer dependent on  the number of  cases but  instead on  the number of pre‐clusters. The 

second  step  is  where  the  hierarchical  technique  is  applied.  Similar  to  agglomerative 

hierarchical  techniques,  the pre‐clusters  are merged  stepwise until  all  pre‐clusters  are  in 

one cluster. Unlike agglomerative hierarchical techniques, an underlying statistical model is 

used.  Forming  clusters  hierarchically  lets  one  explore  a  range  of  solutions with  different 

numbers of clusters (Mooi and Sarstedt, 2011).  

4.4.5  Regression analysis 

The  third  technique  is  developing  a  regression  model.  The  design  process  of  the  EV 

charging  infrastructure  is  very  similar  to  the  petrol  stations  location  problem.  Both 

processes cannot be dealt with as static as location allocation problem. Location allocation 

problems can be purely based on spatial and metric calculations tabulated in optimization 

model.  This  approach  is  irrelevant  to  RF’s  location  problem  due  to  the  behaviroula  and 

spatiotemporal elememts of the system.  
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As  part  of  the  multi  method  approach,  a  regression  model  is  employed  as  a  statistical 

measure, which was defined by Pearson (1903) as 

 

“an attempt to determine the strength of the relationship between one 

dependent variable (usually denoted by Y) and a series of other changing 

variables (known as independent variables).” 

 
A regression model relates Y to a function of X and β, see (Equation 4‐2). 

 
Equation 4‐2: Linear regression equation  

 

� ≈ � (�,�) 

 

Where 
β     parameters 
X     independent variables   (spatial and behavioural attributes) 
Y    dependent variable  (the use of RF which may be indicated by the profit generated) 

 

An  integrated model  that  accounts  for  a multi‐parameter  complex  system  is  required.  A 

model that can link between the two sets of predictors (spatial and behavioural attributes), 

see (Figure 4‐13). In this thesis, a multi  linear regression model is developed to study the 

relationship between the various variables. Chapter 10 presents the regression model and 

highlights the most influential variables that affect the use of RFs. 

 

 

Figure 4‐13: Regression models diagram 

4.4.6  Forecasting analysis 

The fourth technique is forecasting analysis. As a thesis outcome, giving insights into the e‐

mobility  system  that  assist  with  assessment,  planning  and  designing  is  fundamental. 

Predicting the future demand comes at the  latest stage after analysing the current system 

and  understanding  the  main  features  of  the  e‐mobility  system.  This  thesis  presents  two 

models: 

i) Forcasting the behaviour 

ii) Forecasting the location 
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 A Time Series model is developed in Chapter 11. The Time Series analysis is: 

 

”a time series analysis is a stochastic process where a sequence of observations 

of a random variable is followed. It is a set of procedures to estimate the 

parameters of a model being used to allocate limited resources or to describe 

random processes.” [Ruddock, 1995] 

 

It is a set of observations obtained by measuring a single variable regularly over a period of 

time. This method is a successive measurement to the size or value of a variable over time 

(Ruddock, 1995). One of the most important reasons for establishing a Time Series model is 

to forecast the future values of the series. The forecasting technique is based on modelling 

the  past  values  to  predict  whether  and  how  much  the  next  few  values  will  increase  or 

decrease  (using  SPSS  Statistics  21  software).  The  ability  to  make  such  predictions 

successfully is important to stakeholders (Elbanhawy, 2015).  

 

The  second  forecasting  is  conducted  using  a  simulation model.  An  integrated  summation 

model is designed and employed to assist the planning authorities and policy makers with 

the  RFs  location  allocation  problem.  The  model  can  be  used  for  both  assessment  and 

planning,  see  (Figure 4‐14).  It  is  developed based on  collected data  of  active EV users  in 

Newcastle‐Gateshead area.  Through a case study (Chapter 11) the model is proposed as an 

assessment tool to evaluate the current e‐mobility system and provide recommendation for 

improvements.  Moreover,  the  model  with  different  simulation  constructs  (two  paragons 

are explained in Chapter 9) provides a methodological approach for further applications.  

 

 

Figure 4‐14: Forecasting analysis for assessment and planning 

4.5 Third Method: Spatial  Configuration  

The  importance  of  the  configurational  properties  of  an  environment  to  wayfinding  was 

noted by Passini (1992), where he stated:  

 

“although the architecture and the spatial configuration of a building generate 

the wayfinding problems people have to solve, they are also a wayfinding 

support system in that they contain the information necessary to solve the 

problem.” 
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In this thesis, the spatial configuration is employed twice. The first application is in Chapter 

7  to  calculate  the  syntactic measures  of  the RFs.  The  second  application  is  to  predict  the 

vehicle movement in the simulation modelling in Chapter 9 and 11, (Figure 4‐15).  

 

 

Figure 4‐15: the two applications of spatial configuration  

4.5.1  Syntactic measures  

The  axial  representation,  see  (Figure  4‐16),  of  the  area  provides  the  opportunity  to 

measure  some  morphological  properties:  connectivity  indexes,  control  value  and 

integration.  Although  space  syntax  was  not  originally  developed  as  a  tool  to  predict 

movement,  it  has  been  found  that  there  does  exist  a  powerful  relationship  between 

movement  and  spatial  structure.  It  is  this  predictive  ability  of  space  syntax  analyses  that 

has  caused  it  to  be  adopted  as  a  design  tool  (Dalton  &  Hölscher,  2006).  The  procedure 

employed  by  space  syntax  analysis  is  to  represent  and  quantify  aspects  of  the  built 

environment (Penn, 2003) and then using these as the independent variables in statistical 

models of observed behaviour patterns. 

 

In the theory of space syntax, movement is understood through the accessibility measures 

of  settlement  roads  (Abhijit,  2011;  2009).  There  are  previous  studies  carried  out 

investigating  the  correlation  between  the  design  features  and  the  spatial  behaviour  of 

individuals. Gil et al.  (2009) and Larson et al.  (2005) employed data reduction technique, 

clustering  analysis,  to  explore  the  shoppers’  traces  to  identify  similar  strategies  to move 

inside  a  store. One  of  the  limitations  of  previous  research  exploring  the  effects  of  spatial 

layout  on  movement  patterns  has  been  the  lack  of  rigorous  tools  for  assessing  the 

characteristics of spatial configuration (Wineman & Peponis, 2010). 
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A configurational model represents a spatial system as a series of smaller spatial units or as 

a system of lines of potential movement between these spatial units (Wineman et al., 2000). 

Such analysis involves the study of patterns of connections:  

 

- Integration:  the  relationship  of  each  spatial  (unit  or  line)  to  the  entire  spatial 

system (a global measure of centrality);  

- Connectivity:  the  relationship  of  each  spatial  (unit  or  line)  to  its  immediate 

neighbours measured by variables (local measure). 

 

4.5.2  Integration  

In space syntax, accessibility, commonly known as Integration, which represents how well 

integrated  the  initial  segment  is  in  the  global  system.  A  higher  Integration  value  means 

greater  accessibility,  see  (Figure  4‐16).  As  Hillier  et  al.  (1993)  stated  that  the  most 

integrated lines are  

“those from which all others are shallowest on average, and the most 

segregated are those from which they are deepest.'' 

Syntactically a system of spaces is more integrated if spaces can be easily reached from one 

another (Wineman et al., 2000). Hillier et al. (1993) defined the Integration value of a line: 

 

“is proportional to its depth from all other lines in the network and is a sort 

of generalisation of the concept of average distance. During the second 

normalisation process values are also inverted, in order to produce high values 

of integration when the total depth is low, and vice versa.” 

 

Integration is most commonly used measure for axial map analysis. Hillier (1996) stressed 

on  the  importance  of  the  Integration  values  as  these  values  are  of  great  importance  in 

understanding how urban systems function. How much movement passes down each line is 

very  strongly  influenced  by  its  `Integration  value’.  The  distribution  of movement  of  both 

vehicles and pedestrians that passes through each  line  is strongly dependent on  its value. 

This measure is often times related to pedestrian flow where higher accessibility is related 

to higher pedestrian flows and lower accessibility is related to lower pedestrian flows (Law 

et  al,  2012).    The  Integration  value  is  a measure  for  relational  asymmetry  (a  symmetric 

relation when  the  relation  between  a  and  b  is  the  same  as  the  relation  of  b  and  a),  see 

(Equation 4‐3). Integration is measured with Relative Asymmetry (RA) as follows: 

 

Equation 4‐3: Relative asymmetry calculation 

                                 ��! =  
!(!"!!)

(!!!)
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Where MD  is  the Mean Depth  (the depth  either  local  or  global  divided by  the number of 

nodes involved minus one leads to local or global MD (Kruger, 1989) and n is the number of 

axial  lines  of  an  urban  system.  Based  on  this  calculation,  and  by  using  DepthMap,  the 

Integration  values  of  the  roads  having  the  RFs  were  calculated  and  tabulated  for  data 

analytics, see (Figure 4‐19).  

 

 

Figure 4‐16: Spatial accessibility axial map‐Newcastle (red reflects high spatial accessibility) 

(source: Space Syntax Ltd.) 

4.5.3  Depth and connectivity   

In  practice,  the  generation  of  an  axial  map  for  a  reasonably  large  city  is  a  very  tedious 

process, as there is no efficient automatic solution yet. Cybris et al. (1998) stated: 

 

“according to the principles of configurational models, street segments with 

high accessibility indexes present a high connectivity with other links, thus 

constituting streets with high potential uses.” 

 

The depth of an axial line is defined by the number of lines distant from a given number of 

steps  to  that  axial  line.  Depth  considers  K  neighborhoods  while  connectivity  considers 
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immediate  neighbours  (Jiang  &  Claremunt,  2002),  see  (Figure  4‐17).  Connectivity  is  the 

measure of how well an axial line is intersected by others, see (Figure 4‐18). 

 

Figure 4‐17: Axial representation (street system (a), its axial map (b) and connectivity graph (c) 

(source: Jiang et al., 2000) 

In order to introduce the calculation principle of Depth and Connectivity, taking (Figure 4‐

17c),  the  axial  lines  and  line  interactions  from  an  axial map  are  presented  as  nodes  and 

links.  

 

For any particular node in the Connectivity graph, the shortest distance (steps) far from the 

node is denoted by s, the number of nodes with the shortest distances s is denoted by Ns, 

the maximum shortest distance is denoted by I, see expression (Equation 4‐4): 

 

Equation 4‐4: Configurational measures 

                                              � � �! =

������������     ���   � = 1

����� ����ℎ        ���    � = � 

������ ����ℎ    ���   � = �

!

!!!                                      
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Figure 4‐18: Connectivity measures (source: Space Syntax Ltd.) 

After calculating the Integration, Connectivity and (MD) of the area, the streets that contain 

RFs are selected, and the relevant values are calculated, see (Figure 4‐19). These values are 

to be used in the empirical analysis.  

 

 

Figure 4‐19: RFs with the three configuration design attributes (source: Space Syntax Ltd.) 
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4.6 Fourth Method: Vehicular Simulation Modelling 

The  fourth  method  is  the  use  of  simulation  modelling  in  the  context  of  EV.  To  employ 

simulation, the vehicular movement prediction is to be selected, see (Figure 4‐20).  

 

Figure 4‐20: Vehicular simulation modelling topics diagram 

4.6.1  Vehicular movement prediction 

As  previously  discussed  in  Chapter  3,  space  syntax  based  modelling  permits  analysis  of 

complex  environments  in  a  straightforward  and  cost‐effective manner  likewise  transport 

system (Penn et  al.,  1998). There  is  an emerging demand  for  the  ability  to provide  rapid 

qualitatively correct evaluation of the design proposals and the ability to address individual 

aspects. For these applications, conventional demand modelling techniques have begun to 

show their limitations. As space syntax research suggests that there is a strong relationship 

between  the  configuration of  the  road network and pedestrian vehicular mobility, ASA  is 

employed  as  a  vehicular movement  technique.  Space  syntax  approach  is  taken  to predict 

the  movement  of  EVs  within  the  road  network  as  such  approach  does  not  rely  on  O‐D 

matrix, but does integrate spatial layout and transport attraction characteristics (Penn et al, 

1998).  By using spatial values (ASA), the vehicle tends to take the less angular depth (less 

effort) cumulatively  in  its trip. The model calculates this at each point (holistic approach) 

rather than (individually) by measuring the total Angular Depth of all possible routes, and 

choose the smallest individually. 

The Pilot  study 

The  first  step was  to  simulate a  two dimensional model where changes and amendments 

are  easy,  quick  and  costless  (Crooks  et  al.,  2008;  Wang,  2005;  Burghout,  2004;  Maria, 

1997).  This  direction  was  proven  successful  by  previous  research  in  depicting  variant 

phenomena of social sciences (Jiang et al.; Wang, 2005; Lombardo & Petri, 2004; Gilbert & 
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Troitzsch,  1999;  Troitzsch,  1997)  and  demonstrating  systems  in  cities  as  flows  and 

networks (Batty, 2013). 

 

The pilot  study provided an  initial exploratory analysis, which helped  to explore and  test 

the technical and behavioural  issues  involved in EV research.  It showed promising results 

in  terms  of  the  platform’s  selection  criteria  and  the  overall  methodological  approach 

(ElBanhawy  et  al.,  2013;  2012;  Burghout,  2004).  The model  was  built  on  a  probabilistic 

approach  (ElBanhawy  et  al.,  2013)  such  as  predicting  urban  core  areas,  using  normal 

distribution to predict the number of EVs generated from a residential area, state of charge, 

peak time, and simulation time to real time ratio. The inner urban core of NE1 is the pilot 

study  as  illustrated  in  (Figure  4‐2).  The  area  highlighted  in  green,  see  (Figure  4‐21).  It 

contains  main  arteries  (road‐segments).  To  run  configuration  analysis,  a  minimum  of 

(road‐segments= 100) is required. The green area consists of 100 road‐segments. A centre‐

line map was converted to axial map using DepthMap, refer to (Figure 4‐16). From the axial 

map, the segmental map was produced.  

 

The segmental map was generated using DepthMap for the green zone and the surrounding 

buffer  zone  (400  segments),  see  (Figure  4‐22).  The  process was  repeated  and  reviewed 

several times to ensure reaching the finest and most accurate version of the syntactic map. 

The process involved defining the area, getting a scaled map of the selected area, drawing it 

in a 2D road‐centre lines map while trimming edges, verifying intersection points, deleting 

duplicate  lines/layers/dots,  and  converting  the  drawn  map  into  a  segmental  map.  For 

example, segments spaces Syntax  ID (127, 128, and 130) are denoted as AutoCAD ID#11, 

see (Figure 4‐23). Afterwards, ASA was conducted, see (Figure 4‐24).  

 

 
 

Figure 4‐21: Pilot study_NE1 inner urban core 
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Figure 4‐22: Pilot study buffer zone segmental map 

 
 

Figure 4‐23: Segmental map (with segment’s collectors) 
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Figure 4‐24: Pilot study_NE1_ASA calculation sheet 

4.6.2  Hybrid simulation modelling approach 

Within  the  remit  of  this  thesis  it  continues  to  investigate  the  appropriate  technique  to 

simulate EV population. A hybrid model that combines meso‐scale (emergent behaviour of 

infrastructure  usage)  and  micro‐scale  (related  to  individual  charging  behaviour)  using 

decentralised  ABM while  adding  artificial  intelligent/intelligence  (AI)  rules  and  learning 

algorithms  to  find  the  system evolution  (Lombardo & Petri,  2004). The micro  scale deals 

with the individual vehicle behaviour while the macro deals with the vehicles stream. The 

simulation is trying to depict the charging pattern of individual users, see (Figure 4‐25).  

 

Figure 4‐25: Level of abstraction 

New castle Inner Urban Core main street netw ork  Angular Segment Analysis (ASA)

Total  # Line Distance Angle
Lida & Hill ier's 

Convention
Depth

1 A‐B 5.5 150 1.667 1.67 42

2 A‐C 1.4 20 0.222 0.22

3 A‐C1 1.1 38 0.422 0.64

4 A‐C2 1.7 118 1.311 1.96

5 A‐D1 2.7 48 0.533 0.53

6 A‐D2 1.5 180 2.000 2.53

7 A‐E 1 43 0.478 3.01

8 A‐E1 1.5 70 0.778 3.79

9 A‐E2 1 66 0.733 4.52

10 A‐E3 3.2 70 0.778 4.57

11 A‐E4 6.8 78 0.867 5.43

12 A‐F 0.8 93 1.033 3.57

13 A‐J 1.2 90 1.000 4.57

14 A‐I 4 16 0.178 3.74

15 A‐K1 1.2 170 1.889 6.46

16 A‐K2 5.6 180 2.000 8.46

17 A‐L 5.5 44 0.489 6.94

18 A‐M 5.5 48 0.533 5.33
H

New castle upon Tyne Inner urban core ( main 

streets netw ork )

Network Graph

Axial Map
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Going hybrid   

The  fourth  method  employed  in  this  thesis  is  to  embed  metropolitan  area’s  vehicular 

movements  into hybrid simulation while  incorporating space syntax analysis (Batty et al., 

2000). After reviewing the possible simulation techniques, a hybrid model is proposed as it 

is thought to better serve the present research problem. The e‐mobility system is seen as a 

large‐group simulation of active objects that have timing, sequential events, and individual 

behaviours. A model that integrates ABM and DE with space syntax attributes is proposed.  

To  depict  complex  systems,  a  high  level  of  abstraction  modelling  specifications  (model 

designed to solve problems related to multiple session attributes) can be applied. However, 

this  can  result  in  a  model  that  can  be  difficult  to  specify  and  develop  because  of  the 

confounding  disparities  in  formulating  vehicle  and  agent  dynamics.  For  example,  vehicle 

dynamics  and  decision  policies  can  be  identified  using  either  DE  or  mathematical  logic. 

Relatively  complex  models  for  vehicle  movement  with  simple  routing  schemes  can  be 

prepared  using  a  DE modelling  and  simulation  framework.  Similarly,  mathematical  logic 

can be used to model complex plans and simple vehicle dynamics. However, neither, lends 

itself  to  describing  both  procedural  and  declarative  behaviours  of  vehicles  and  agents  in 

their respective modelling (Sarjoughian, & Dongping, 2005). In EV simulation, these entities 

are the EV agents where the charging behaviour and driving patterns of each driver can be 

denoted. Having such a hybrid model, where the creation of the entity corresponds to the 

agent creation enables the model to realistically simulate the EV population, see (Figure 4‐

26).  

 

Figure 4‐26: Employed multi method simulation architecture 
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4.6.3  Modelling and simulation layers 

Denoting  the  EV  population  simulates  a  journey  over  a  space.  The  first  step  to  build  the 

simulation environment is to understand the role of each element and abstractly draw their 

architecture. The simulation elements are the EVs, the road‐networks, charging patterns of 

the  users,  and  finally  the  RFs.  Each  element  has  a  special  and  spatial  characteristic  and 

interacts with other elements and the environment  intuitively, separately, and differently. 

The simulation mode consists of two main layers:  

 

i) The  urban  layer  that  represents  the  road  network  and  prediction  of  the  vehicle 

movement.  In  this  layer  the  understanding  and  integration  of  configurational  and 

syntactic modelling takes place; 

 

ii) The  behaviour  mode  of  the  driver  layer.  It  forms  the  emergent  behaviour 

characteristics  of  the  simulation.  Nevertheless,  by  plotting  the  occurrence  of  this 

layer. 

 

4.7 Concluding Remarks  

This thesis takes a hybrid inductive and deductive methodological approach. The inductive 

approach  is  employed  in  two  branches  of  Figure  4‐27  named  data  driven  approach  and 

empirical  data  from  service  provider.  The  first  branch  refers  to  the  user  and  consumer 

studies (interviews and survey), which are presented in Chapters 6 and 7.  

 

The  second branch  refers  to  analysing  the dataset provided by  the  service provider. This 

dataset  provides  information  about  RF’s  usage  is mixed  (qualitative  and  quantitative).  It 

ranges  from  nominal  data  (charging  point  IDs,  time  of  charge)  to  ordinal  data  (traffic 

counts,  distance  from  urban  cores),  and  continuous  data  (number  of  users,  number  of 

transactions,  number  of  the  transactions  made  in  each  CP).  The  data  is  collected  and 

analysed  without  any  preconceived  ideas  of  what  will  be  found.  For  example,  the  most 

frequent time people charge their car using RFs and the average time they spend charging 

are  not  known.  The  charging  patterns  and  their  relation  to  urban  space  design  are 

phenomenal statistics that need further investigation. Once the data analysis is completed, 

observations and interpretations are drawn to display a trend or a theory of users’ charging 

patterns and profiles.   
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Figure 4‐27: Research data flow diagram 

 

Finally,  the third branch named agent based,  is the simulation modelling of the e‐mobility 

system.  Unlike  the  first  two  branches,  it  takes  a  deductive  approach.  The  analysis  starts 

with a theory, and the application is testing the theory. For example, the simulation model 

employed special  techniques to depict particular strand of the system, the outcome of the 

model is based on these techniques’ mechanisms and architecture.  
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CHAPTER 5.  META ANALYSIS OF EV CONSUMER AND USER 

STUDIES 

 

“My EV diary: 9:00 AM I reached the Workplace charging point and my battery 

was 50% charged.” 

 
 
 
 

By an anonymous EV driver, Newcastle upon Tyne (2014) 

 
 

 

 

This  chapter  presents  the  meta  analysis  of  previous  consumer  and  user  studies  in  the 

context of EV use. This review was undertaken with the primary purpose of informing the 

design  of  survey‐based EV user  studies  of  e‐mobility  and  related  charging  infrastructure. 

Moreover, this review could be used as a stand‐ alone resource for readers, researchers or 

policy  makers  with  an  interest  in  EV  uptake  and  related  policies. This  chapter,  through 

meta  analysis,  provides  the  needed background,  indentifies  the  gap  in  the  literature,  and 

draws broad design guidelines for the EV user study, which is presented in Chapter 6, see 

(Figure 5‐1). 

 

Figure 5‐1: Research flow (Chapters 5 and 6) 
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In order to investigate the usefulness of different types of EV related studies, a total of 60 

consumer and user studies is included. The chapter is divided into two parts: EV potential 

user (consumer) and EV user, see (Figure 5‐2). The importance of this review stems from 

the  lack  of  sufficient  historical  representative  data  on  driving  patterns  and  charging 

behaviour with EVs (Pasaoglu et al., 2013). It provides an overview of the main studies that 

had  influence  on  development  and  contribution  to  knowledge  of  e‐mobility  covering  not 

only  Europe  (Austria,  Belgium,  France,  Germany,  Italy,  Netherlands,  Spain,  Sweden, 

Portugal,  UK  (London  and North  of  England))  but  also  the  USA,  South  America  and  Asia 

(China, Hong Kong, Taiwan, South Korea,  Japan, and India).  In this review, qualitative and 

quantitative analyses are carried out by identifying the scope, design, main findings of each 

study,  and  comparing  the  studies’  outcomes.  The  review  includes  studies  conducted  by 

industrial  managers,  government  agencies  and  local  authorities,  or  other  institutions 

including  grey  literature  (universities  and  established  research  institutes  have  been 

included when sufficient documentation has been found). 

 

Figure 5‐2: Chapter structure 

5.1 Bibliometric Structure 

The 60 studies were published in scientific articles, conference papers, theses, research or 

business reports. The user studies’ different methods and designs are the main focus of this 

chapter.  There are several approaches to view the previous work: chronolgical, relation to 

the  study  work,  funnling  or  thematic,  or  problem‐cause‐solution  order.  In  this  thesis,  a 

multi  apporach  is employed, a  thematic‐chronological apporach. The  review  is presented, 

through selected  fliters, see (Figure 5‐2). For  the two parts of  the chapter,  the  four  filters 
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are applied. The  first  filter  is  the  chronological order. A  summary of  each study  is drawn 

emphisising the main issues with a brief of main findings. For each identified period of time, 

a  summary  of  studies  is  provided  showing  the  focus  of  the  study  (filter  2:  thematic) 

alongside  the  sample  size  (filter  3)  and  geographical  locations  (filter  4).  The  set  of 

questions addressed in each study or period of time, reflects a gap or an important matter. 

Viewing the studies in such order will help stakeholders: 

 

i) explore how opinions about driving an EV differ from a perception to action; 

ii) review and compare previous studies, iii) provide design guidelines for user studies; 

iii) point  out  the  gaps  in  the  literature,  and  v)  identify  the  various  interests  of 

stakeholders.  

 

In the  literature,  there are consumer studies, which are based on perception and attitude. 

Some studies are conduced based on the travel survey and experience driving conventional 

means of  transport. EV user  studies have more  tendency and confidence  level of  eliciting 

real behaviour. The sub class of each category is the chronological order. The reason behind 

this structure  is  to show the mechanism of  the e‐mobility system and reflects on how the 

market  is  emerging. A previous  review was  carried out by Hjorthol  (2013)  exploring  the 

attributes, ownership and use of EV. The review surveyed the literature in a different order 

as  it aimed at shedding light on the appropriate role of the Norwegian Government in the 

take off stage of the EV market. This review showed the results of surveyed work related to 

users  profiles  and  potential  users  preferences  and  segmentation  to  identify  the  common 

socio  demographic  characteristics  across  countries.  LCA  works  carried  out  a  study  to 

evaluate the technological progress and economic viability of EV. The report was published 

by Contestabile et al. (2012), to synthesise the most recent and relevant literature relating 

to the technological progress and economic viability of EVs. A review of the most important 

results  of  recent  studies  was  presented  by  Globisch  et  al.  (2013)  and  was  classified  as: 

population  surveys,  potential  and  private  owners  (short  and  long  trials).  Taking  the 

thematic  approach,  another  study was  carried out by Nordelof  et  al.  (2014)  investigating 

the usefulness of life cycle assessment previous studies in the EV context.  

5.2 Consumer Studies (Attitude) 

This  section  reviews  24  potential  user  (consumer)  studies  and  seven  EV  trials.  All 

participants were not  active EV users  at  the  time of  these  studies.  Some of  the  following 

studies  address  consumer‐informed  estimates  of  residential  access  to  EV  charging  as 

questions may  include  EV  demand,  use,  and  energy  impacts. Whereas,  other  surveys  are 

online and self selection‐based which does not guarantee participant’s prior knowledge of 

EV.  At  the  end  of  each  section,  a  meta  analysis  is  used  to  provide  helpful  insights  by 



 119 

combining  results  of  several  studies.  Providing  helpful  insights  into  the  overall 

effectiveness  and  main  findings  of  these  studies;  nevertheless,  comparing  them  to  each 

other,  would  help  with  triangulation  and  validation  of  analysed  studies.  In  the  cases  of 

contradictory  results,  meta‐analysis  offers  a  tool  to  help  integrate  this.  Hence,  reliable 

conclusions  and  recommendations  can  be  drawn.  The  consumer  studies  are  divided  into 

three main sections. The first section is the years between 2005 and 2009.  

5.2.1  Consumer studies (2005‐2009)  

The  first  period  is  between  2005  and  2009.  It  starts  with  an  online  survey  that  was 

published by Potoglou & Kanaroglou  (2007). In April 2005, an EV survey was carried out to 

investigate the choices of gasoline and alternative fuelled vehicles. Potoglou & Kanaroglou 

(2007)  examined  the  factors  and  incentives  most  likely  to  affect  Canadians’  uptake  of 

cleaner  vehicles.  The  survey  collected  (n=602)  responses  of  attitudinal  choices.  It  tested 

responses to vehicles’ attributes, personal and household variations, and willingness to pay 

via  a  discrete  choice  nested  logit  model  (Potoglou  &  Kanaroglou,  2007).  The  survey 

addressed  five  different  questions:  i)  the  vehicle  attributes  (Purchase  prices,  annual  fuel 

cost,  annual maintenance,  fuel  availability,  acceleration,  invectives,  and pollution  level.  ii) 

inquiries  about  personal  and  demographic  data  (gender,  age,  education,  number  of 

household members, and annual income) and iii) fuel type options by vehicle type (hybrid, 

compact cars, subcompact, midsize, large car van, and pickup truck), and iv) the willingness 

to pay, considering income; the five expenditure items were mentioned (maintenance, fuel, 

acceleration,  incentives,  and  pollution  level).  The  outcome  of  this  survey  showed  that 

reductions in monetary costs, purchase tax relief and low emission rates might encourage 

households  to  adopt  cleaner  vehicles.  However,  incentives  such  as  free  parking  and 

permission  to  drive  in  high  occupancy  vehicle  lanes  were  not  found  to  have  significant 

effects. High income householders are willing to pay more to acquire benefits and were less 

concerned with the purchase price (Potoglou & Kanaroglou, 2007).  

 

As part of RAND Europe project, Burge et al. (2007) conducted a stated preference survey 

with  (n=1,100)  car  passengers  to  central  London,  investigating  likely  vehicle  purchasing 

choice  and other  traveller  responses under various emissions‐based  charging  schemes.  It 

aimed  at  determining  the  potential  uptake  of  EVs  and  in  this  regard,  respondents  were 

asked to trade‐off car purchasing cost with car size, acceleration, top speed,  fuel economy 

and level of charge for driving in to central London (Tsang et al., 2012). Burge et al. found 

that fuel efficiency, speed and acceleration were less important when compared alongside 

attributes such as congestion charges. The study stated that consumer’s perception changes 

given the continuous advancement in automotive technology and the rise in oil prices. 
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Other  studies  investigate  the  feasibility  of  alternative  charging  options  starting  with 

domestic charging. In December 2007, the first part of a study was carried out by (Axsen & 

Kurani,  2012)  surveyed  (n=2,373)  new  car  buy  householders  in  San Diego  County,  USA. 

The respondents were asked to record travel data for one of their conventional vehicles for 

a 24‐hour period  starting with  their  first  vehicle  trips  of  their  assigned diary days. Diary 

days were assigned randomly  to all  respondents  to cover all  the days of  the week,  timing 

and distance of each trip, with parking locations and proximity of level 1, 2.4 kw (may take 

10 hours charging from empty to full), CPs in the urban context.  

 

The second part of the study, in 2011, assessed access to 2.4 kw and level 2.7 kw (fast AC 

charging which may take three hours from empty to charge), among (n =548) new vehicle 

buyers  of  San  Diego  County  in  California,  2011.  The  survey  reported  on  the  potential 

obstacles the EV commuter might encounter finding level 2 CPs. The survey was in the form 

of a series of questions that culminated  in a cost estimate  for  installing a  level 2 charging 

station:  i)  do  the  commuters  already  have  a  vehicle  charging  station  available  at  their 

home?, ii) do they have a reliable home parking space such as garage, driveway carport or 

otherwise? And iii)  if  they have a reliable parking sport and have an authority to  install a 

level 2 CP?  (Axsen & Kurani,  2012). The  focus was given  to home charge  facility  and  the 

feasibility of  installing it (room and cost). The study showed that 20% of the respondents 

are willing to pay the costs required to install level 2 chargers at home. 

 

In  June,  a  survey  was  carried  out  to  determine  the  factors  that  have  any  impact  on 

consumers’ willingness to purchase an EV (Erdem et al., 2010). It focused on EV market in 

Turkey. The survey was a random web‐based and it was conducted in different regions of 

Turkey.  Participants  (n=1,974)  completed  the  questionnaire  (Likert‐scale),  and  their 

responses were analysed. A total of 21 variables included in the analysis, the questionnaire 

covered  the  main  following  topics:  i)  willingness  to  pay,  awareness  of  HEVs,  and 

environmental pollution, ii) how they consider themselves (early adopters, early majority, 

or late majority) and iii) some demographic and personal data about the respondents. The 

study stated that mainly gender, income, education, choice of high performance on the car, 

and  global  warming  had  statistically  significant  impact  on  the  purchase  intention. 

Consumers who have high income, high educational  level, and are concerned about global 

warming are more likely to be willing to pay for alternatively fuelled vehicles.   

 

A stated‐preference study of EV choice using data from a nationwide survey was carried out 

in  2009  (Hidrue  et  al.,  2011).  The  sample  was  selected  to  be  representative  of  USA 

residents.  A  choice  experiment  of  (n=3,029)  respondents  (43%  males)  were  asked  to 

choose  between  their  preferred  gasoline  vehicle  and  two  electric  versions  of  the  same 
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preferred  vehicle  (EV1  and EV2). The  survey  aimed  to  evaluate  vehicle  attributes  (price, 

range,  time  needed  to  charge,  acceleration,  pollution  and  fuel  cost).  The  survey  had  four 

sections:  i)  background questions  on  car  ownership  and  driving  habits,  ii)  description  of 

conventional EVs  followed by  two  choice questions,  iii)  description of  vehicle‐to‐grid Evs 

followed  by  two more  choice  questions,  and  iv)  a  series  of  attitudinal  and  demographic 

questions.  The  study was  conducted  to  predict  the  diffusion  of  EV models,  the  outcomes 

confirmed  some  of  the  findings  of  previous  studies  likewise  the  fact  that  driving  range, 

charging time and high purchase price are the main concerns about EV. Adults aged 18 to 

35  are  more  likely  to  be  EV  oriented,  people  making more  long  journeys  would  be  less 

included  to  drive  an  EV,  multicar  households  are more  amenable  to  Evs  than  single  car 

households, respondents pay more importance to expected fuel savings than to the desire 

to be environmentally friendly, and finally no USA significant regional differences.  

 

An  online  survey  (three  month  period  of  time)  was  carried  out  reporting  on  (n=809) 

Portuguese  inhabitants.  Baptista  et  al.  (2012)  published  the  survey;  it  addressed  car 

ownership,  mobility  patterns,  and  awareness  of  EV  technology,  and  potential  buyers’ 

attitudes regarding charging their batteries. The survey had five main sections: i) personal 

information, ii) private car users’ driving patterns, daily and annual driving distances, type 

of  the  road  network  used,  trips’  distances,  and  parking  places,  iii)  EV  potential  users’ 

attitudes towards a variety of attributes to be considered before purchasing or  leasing an 

EV.  Asking  respondents  about  their  preferences  of main  locations  of  charging  (domestic, 

workplace or public), choice of charging when the battery is flat, half charge, less than half 

charge), time of charge during the day, time to charge, and the perception of the duration of 

charging needed for a certain road trip. And the last section was iv) the awareness level of 

alternative means of transport in terms of (e.g., technology, more environmentally friendly, 

and willingness to pay).  

5.2.2  2005‐2009 meta analysis 

Across  five  countries,  with  an  exception  of  San  Diego  County  study, which  had  a  second 

phase  in 2011, a  total of  six  studies were conducted between 2005 and 2009 collecting a 

total  number  of  (m=9,887)  responses. With  a  special  focus  on  charging  options  and  the 

purchase intentions, the two largest sample sizes were in USA through 2 separate consumer 

studies  in  2007  and  2009.  In  Europe,  Portugal  and  Turkey  consumers  participated  in 

another two studies in 2009 with a total number of sample sizes (m=2,783), see (Figure 5‐

3). The large study in Turkey stressed on high education, income and concerns about global 

warming, as  these  three elements appeared  to have positive  impact on  the willingness  to 

pay  a  premium.  Gender was  another  influential  factor;  the  study  showed  that males  are 

more  likely  to  pay  the  highest  premium.  RAND  study managed  to  collect  feedback  from 
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(n=1100)  commuters  to  central  London  and  it  shed  light  on  the  impact  of  high 

performance vehicles, which may bring about a change in the public’s perception of Evs. To 

conclude this period, studies emphasised on the purchase subsides in order to overcome a 

number of consumer barriers to wider EV uptake.  

 

Figure 5‐3: Mapping consumer studies 2005‐2009 

5.2.3  Consumer studies (2010) 

In Hong Kong, a survey was conducted to gauge the attitudes of potential users towards the 

environmental  aspects  of  Evs.  In  February,  (n=200)  car  drivers, who 82% of  them were 

males,  completed  the  survey.  Respondents  with  specific  demographic  criteria  were 

recruited. At  five  shopping  centres’  car parks,  the  respondents were  asked  to  complete  a 

multiple‐choice questionnaire included the following sections: i) environmental benefits of 

Evs;  ii)  possible  negative  environmental  issues  of  Evs,  and  iii)  opinions  on  the 

environmental significance of Evs. The survey indicated the slow adoption of EV is related 

to  the wrong  perception  of  the  potential  users.  People  think  Evs  have  a  limited  positive 

impact  on  the  environment,  negative  environmental  impact  of  battery  waste,  and  the 

emissions caused by the production of electricity (Delang & Cheng, 2012). 

 

Deloitte Ltd. Conducted a consumer analysis on EV trends. A 15‐ minute online survey was 

sent  to  over  (n=13,000)  individuals  in  17  countries  (India,  Italy,  Japan,  Korea,  Spain 

Taiwan, Turkey, UK, USA, Argentina, Australia, Belgium, Brazil, Canada, China, France, and 

Germany).  A  total  of  46  multiple‐answer  questions  were  randomly  disseminated  among 

potential  users  to  provide  the  widest  possible  view  of  what  consumers  really  believe  in 

access to Evs may give to them (Giffi et al., 2011; Deloitte, 2010). The survey was designed 

to inquire into willingness, interest and intent to purchase an EV, and questions related to 

Evs’ major  selling points.  The questions  addressed:  consumer  interest,  consumer profiles 

and preferences, EV awareness, models,  factors affecting  the purchase decisions (lease or 
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own) of potential users (range, time, premium price, and efficiency), EV range matters, EV 

financial  issues,  EV  level  of  convenience,  perception  of  charging  timings  and  intervals,  as 

well as demographic and personal data. The survey showed that consumers are not willing 

to  pay  a  price  premium,  and  therefore  want  EV  prices  to  match  the  price  of  equivalent 

gasoline cars. 

 

He et al, (2011) analysed the EV usage and consumer profile attributes extracted from both 

National Household Travel Survey (NHTS) and Vehicle Quality Survey (VQS) data. In 2010, 

the  survey  was  carried  out  to  understand  the  impact  of  vehicle  usage  upon  consumers’ 

choices  of  HEVs  in  the  USA.  NHTS  includes  demographic  characteristics  of  households, 

people,  vehicles  (n=309,163),  and  detailed  information  on  daily  travel  in  the USA  for  all 

purposes  by  all  modes.  The  survey  addressed  the  potential  user  profile,  vehicle  design 

variables, usage attributes and desired attributes.  

 

In September, Nielsen’s survey on Evs was conducted among more than (n=2,300) people 

in  the USA  and UK  It  showed  that  inflated  gas  prices  continue  to weigh  on  the minds  of 

recession‐weary  consumers when  considering  the  purchase  of  a  new  car.  In  fact,  despite 

the  global  push  towards  choosing  more  fuel‐efficient  and  environmentally  friendly  cars, 

78% of consumers  in both  the USA and UK stated  the main reason  for wanting  to buy an 

electric car was to save on fuel costs.  In the USA and UK, 35% and 24% of the consumers 

said they are willing to pay more for an EV. Nielsen mentioned stressed on the importance 

of advisement: 

 

“The increase in advertising is a sign of a rebound in the auto industry, 

which has struggled amidst the prolonged recession and weak consumer 

confidence [Nielsen, 2010]. 

 

In  December,  Zpryme  research  and  consulting  company  carried  out  a  web‐based  survey 

about EV industry development in the US. It was among (n=1,046) USA drivers aged 18 to 

65  years  to  assess  their  overall  interests  in  EV,  various  reasons  to  purchase  EV,  and 

charging preferences. The outcomes highlighted some recommendations  for stakeholders’ 

the EV should be more integrated with the Internet (smart grid), more charging stations are 

needed to be in place, the need of rapid development of low cost batteries hence less often 

charging events requirements, and finally raising awareness as educating consumers about 

the car is the heart of the EV adoption (Tan et al., 2014; Coxworth, 2011; Rodriguez, 2010). 

 

Another  online  global  survey  of  consumer  opinions  and  preferences  toward  Evs  and 

supporting  services  was  carried  out  in  December.  A  20‐minute  survey  of  (n=7,003) 

individuals  across  13  countries  (Australia,  Canada,  China,  France,  Germany,  Italy,  Japan, 
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Netherlands, South Korea, Spain, Sweden, UK, and USA) addressing the following topics: i) 

domestic charging, ii) battery range, iii) purchase and driving costs, and iv) fast charger. It 

reported  the  feedback  on  the  benefit  of  potential  EV  purchasing  decision.  This  survey 

covered  EV  awareness,  intention  to  purchase,  factors  affecting  the  purchase  decision, 

charging preference and type of clean transport preference (Pike, 2012 ; Accenture, 2011). 

The results showed various levels of awareness across the countries (lowest in Japan 20 % 

and highest in China 44%) with an average of 30% of consumers understand enough about 

Evs to buy one. The following factors were identified as important in the motivation to buy 

an EV: domestic charging, battery range,  total cost of purchasing and running the car and 

option for fast charge. Finally, the top three incentives were: no tax on car, free parking, and 

toll discount.  

5.2.4  2010 meta analysis 

A  total  of  six  consumer  studies  were  conducted  in  2010  across  Canada,  the  USA,  South 

America, UK,  eight European  countries  and  six Asian  countries  and Australia with  a  total 

number of (m=332,712) responses, see (Figure 5‐4). In total, five studies were carried out 

in  the USA having (m=+315,000) participants. Another  three studies were carried out  in 

the UK having (m=+2,500), covering Europe, USA, South America,  India, China and South 

Korea, two large scale studies were carried out having (m=30,002) participants in total, see 

(Figure  5‐4).  Following  the  previous  studies  of  2005‐2009,  2010  studies’  focus  was  the 

purchase attention; in addition to, EV choices and willingness to pay. Willingness to pay is 

slightly different from purchase intention as it focuses on cost rather than other factors that 

affect the feasibility of driving an EV (e.g., range, capacity, shape, RFs, and incentives).  

 

Some  meaningful  observations  can  be  attained  from  2010  studies.  He  et  al.  (2010) 

emphasised  the  consumer’s  choices  and  how  understanding  their  preferences  is 

challenging due  to  other  involved  aspects  beyond  comparing  vehicles  specifications. Also 

the  study  suggested  that  household  income  and  education  level  may  contribute  to  the 

choice  behaviour.  This  confirms  2005‐2009  studies’  outcomes;  high  income  &  education 

have a highly significant positive  impact on e‐mobility. Other demographic and consumer 

profiles  (e.g.,  age, marital  status,  and number  of  children) may play  a  role  in  consumers’ 

choices. The second largest survey by Deloitte Ltd. Revealed some facts based on the data 

collected: 

 

“The reason for preferring Evs was the lower running costs. Whereas, for not 

choosing an EV are related to insufficient battery range, lacking availability 

of RFs, and the charging time.”[Accenture, 2010] 
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This contradicts with the insights into Hong Kong market by Delang & Cheng study, which 

reported  opinions  on  the  negative  impact  of  battery  waste  and  emissions  caused  by 

production of electricity. With regard to  large (n) surveys’ outcomes, despite the fact that 

national survey data provides detailed information about households, individuals, vehicles, 

and  daily  trips,  information  about  the  individual  choice  considered  during  the  vehicle 

purchasing process is not available. This survey has the largest sample size spanning all the 

60  studies  included  in  this  review;  however,  it  does  not  reflect  behaviours  nor  provide 

insights  into  the  consumer  preferences.  Combining  these  surveys  with  Vehicle  Quality 

Survey (VQS) can be an  indicative  tool  that can provide rich demographic data  to predict 

who  will  drive  an  EV.  Contradicting  with  Edrem  et  al.  study  in  2009,  Nielson’s  survey 

stressed on the rational behind thinking of an EV saying:  

 

“Despite the global calls for choosing clean transport, (78%) of consumers in 

both the USA and UK declared the main reason of owing an EV is to save 

on fuel costs.”[Nielsen, 2010] 

 

And finally, with regard to the design of EV survey, it is common to include socio‐economic 

factors  to  the  willingness  to  pay  as  was  indicated  by  Nayga  et.  (2002).  In  particular, 

consumer‐based  studies’  participants may  lack knowledge about Evs,  a  short  explanation 

about  EV  features  and  economic  and  environmental  benefits  is  commonly  given  at  the 

beginning of these surveys.  

 

 

Figure 5‐4: Mapping consumer studies 2010 
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5.2.5  Consumer studies (2011) 

In March, Vehicle to Grid (V2G) research project carried out an online survey. The survey 

was  designed  to  evaluate  the  economic,  environmental,  regulatory  and  social  aspects  of 

owning an EV, provide an  insight on  the preferred charging  locations, and  investigate  the 

acceptance of delayed charging schemes, off peak, and V2G service. Bunzeck et al.  (2011) 

reported the study that aimed at collecting responses from public and potential users of EV. 

The  survey  covered  Portugal  (n=489),  Spain  (n=422),  Sweden  (n=311),  Netherlands 

(n=216), Italy (n=181), Germany (n=148), France (n=78), and UK (n=54). The first step 

of the data collection was to arrive at a fair idea of current car possession (willing to use a 

car, owning or leasing) and parking behaviour via an online survey. The survey showed that 

car density in 2011 and willingness to buy newly manufactured cars can be an indicator for 

a  future mass market;  parking  preference  can  indicate  candidate  locations  for  EV  public 

chargers.  In  total,  (n=1899) responses were received online  through  the project website, 

respective  partners,  Social  media  and  networking  over  three  month  period.  The  survey 

covered  EVs,  electricity  demand  peaks,  electricity  prices,  and  battery  leasing  related 

questions. The result showed that the minimum acceptable range of an electric car where 

respondents would consider a purchase was 308 km (on average over the eight European 

countries). Where 80% of the European respondents declare to drive less than 100 km per 

day  on  average.  The  results  were  formed  into  clusters  based  on  the  desired  EV 

specifications the respondents demand.  

 

Eurotax Glass’s with Harris  Interactive Ltd.  released  a  large  scale  consumer  survey  as  an 

outcome  of  the  joint  research  (Kleber,  2011).  A  total  of  (n=8,417)  EV  users  were 

interviewed  in  France  (n=5,253),  Germany  (n=1,102),  Spain  (n=1,006),  and  UK 

(n=1,056).  Respondents  (aged  between  16‐64  years  old)  data  has  been  weighted  and 

projected to the general population in the big five European markets. The study addressed 

five questions: i) which of the following actions have you ever undertaken in relation to EV? 

(Researched facts and figures, obtained pricing, obtained technical information, test drove, 

or purchase consideration), ii) which makes or models of EV can you think of?, iii) what are 

the main reasons for owing an EV?, iv) how much do you know about EVs, which one of the 

following statements best applies to you: (Know a lot, know quite a bit and know a little). 

And, v) how likely is that that your next car will be an EV?, how much of a saving in running 

cost  do  you  expect  an  EV  to  yield  compared  to  a  conventional  car?,  and  would  you  be 

willing to pay a premium for an EV as compared to a conventional one?. The questionnaire 

revealed  that  the  openness  of  the  consumer  towards  alternative  means  of  transports  is 

much  higher  than  the  current  market  shares  of  EVs  and  hybrids.  With  the  current  cost 
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structure,  EVs  will  not  reach  economic  viability  with  an  annual  mileage  of  10.000km 

(Kleber, 2011).   

 

In  April,  as  part  of  ELVA  project,  a  public  costumer  survey  was  carried  out.  It  aimed  to 

receive a direct  input concerning mobility and  the overall acceptance of EV requirements 

(n=1,100)  European  participants.  Respondents  completed  a  questionnaire  (88% males), 

answering  questions  regarding:  i)  expected  range,  ii)  expected  advantages  and 

disadvantages of EVs, and iii) EV trade‐offs (e.g., safety, roominess, cost, fast refill, climate 

comfort and preference). The  responses  revealed  the  little willingness  for  compromise  in 

terms of range, key  features of  the car (number of seats) and extra cost (Lesemann et al., 

2011; Lesemann, 2010).  

 

In  September,  another  survey  was  conducted  in  the  USA  and  published  by  Carley  et  al. 

(2013). The survey (2 months) was designed to elicit consumer perceptions of EV, as well 

as their general vehicle preferences, car‐purchasing and travel behaviour, and awareness of 

available  public  policies  that  promote  EV  ownership  and  use.  Data  was  collected  via  an 

online  survey  administered  to  a  random  and  representative  sample  (n=2,302)  of 

individuals over 18 years old  (a valid driver’s  license). Residents were  sampled  from  the 

largest 21 urban areas in the USA. The study outcomes showed that more than 50% of the 

sample believed that EV price is a major barrier to their decision to purchase or lease. 

 

To  assess  consumer  demand,  preferences,  and  price  sensitivity  for  EV  charging 

infrastructure, Pike Research conducted a web‐based survey of (n=1,051) USA consumers 

in  2011.  Using  a  structured  online  questionnaire,  a  nationally  representative  and 

demographically  balanced  sample  (members of  a  large online panel) was  collected.  Price 

sensitivity  analysis  was  conducted  using  the  Van  Westendorp  Price  Sensitivity  Meter 

methodology (Vyas et al., 2011).   The results  indicated  that participants didn’t agree  to a 

single prototype, prioritising: i) EV model, ii) range, and iii) price options, they did not state 

a clear preference to particular choice. Out of the choices offered, the EV model with 100‐

mile  range  had  the  greatest  number  of  respondents  24%  showing  interest.  Whereas, 

another  25%  of  respondents  stated  that  they  would  not  purchase  any  of  the  options 

provided.  

 

A preference study in Germany was carried out by Lieven et al. (2011). The survey targeted 

consumer market  (n=1,152).  Lieven  et  al.  (2011)  forecasted  the  EV market  potential  in 

Germany  based  on  a  stated  preference  survey.  Purchase‐relevant  vehicle  criteria  of  14 

categories  (e.g.,  type,  use,  price  and  range matters  of  driving  an  EV)  were  addressed  to 

identify  barriers  of  consumers’  purchase  intention  in  the  market.  With  extended  miles 
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(200) advantage, participants in the survey could have had a higher priority for range, and 

not perceive  it as a  limitation but rather as supporting the purchase criteria. The analysis 

revealed that price and range were barriers to EV purchase. The use a vehicle is believed to 

play a role in the EV decision process due to its limited range. Price and range were issues 

for the majority of participants, range was important for their specific use. This study has 

identified potential categories of EV buyers (use and type were prioritised).  

 

In December 2011,  an online  consumer survey  revealed some  important views  regarding 

the EV top brands  in the USA market by the Consumer Reports National Research Centre. 

The study lasted for five days, a random nationwide telephone survey of (n= 2,045) adults 

and  collected  from  (n=1,702)  adults  in  households  that  had  at  least  one  car.  The  scores 

reflected how consumers rated each brand in seven chosen categories: safety, quality value, 

environmentally friendly, green, technology and innovation, performance and design style. 

Considering all these factors in the total brand‐perception score reflected the brand’s image 

as perceived by end‐user. The questions were designed to elicit as to how important each 

factor was  to  the  respondents  in making  an  EV  purchasing  decision.  As  for  performance 

associated with  the  fully  electric  range  of  the  vehicle,  BMW and  Ford were  receiving  the 

highest scores (Conway, 2012).  

 

Anable et al. (2011) published a study that was designed to  identify the characteristics of 

those consumers most likely to adopt an EV in the UK and to understand the characteristics 

and preferences of mainstream consumers as the market begins to mature. The aim was to 

identify  the  instrumental,  affective,  symbolic  and  contextual  (e.g.,  demographic)  factors 

most closely associated with a self‐reported likelihood to adopt an EV, and to segment the 

market.  It  contained  two  parts:  i)  a  questionnaire  (n=4,240)  including  a  pilot  study 

(n=101) and ii) a survey (n=2,729). The questionnaire (wave 1) consisted of sections on 

current car ownership, car use and general travel patterns, parking and charging capacity at 

home,  attitudes  towards  owning  and  driving  a  car,  attitudes  towards  new  cars  and 

technology  including  questions  from  the  literature  to  test  ‘innovativeness’  personality 

characteristics,  demographics  and  self‐reported  knowledge  about  EVs  and  likelihood  to 

adopt an EV the next five years. As a filter process, only those who purchased within the last 

5  years were  eligible  for  the  study. The  survey  (wave 2)  asked people whether  they had 

spent  time  reading  extra  information  about  EVs,  about  their  experience  of  using  EVs, 

thoughts  about  plug‐in  cars  in  general,  about  EVs.  It  then  repeated  the  four  ‘likelihood 

questions’  and  how  this  might  change  in  the  light  of  various  policy  incentives,  before 

finishing  by  asking  about  general  attitudes  towards  environmental  issues.  Results  were 

split in a way that would help the stakeholders understanding the users’ needs: i) likelihood 

of  adoption  and  the  impact  of  information  and  non‐  conscious  processingy,  ii)  underlying 
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attitudinal constructs, iii) predictors of ‘likelihood’ of adoption, and iv) potential consumer 

segments (Anable et al., 2011).  

5.2.6  2011 meta analysis 

A  total  of  nine  studies  were  conducted  in  2011  with  a  total  number  of  (m=25,711) 

responses. The UK market was surveyed in three studies, (m=+6,400) forming the largest 

sample  in  2011,  see  (Figure  5‐5).  Seven  European  countries  were  surveyed  by  V2G 

research; whereas, three of these countries (France, Germany and Spain) were surveyed by 

Eurotax  Glass.  France  and  UK  studies  collected  the  largest  numbers  of  responses, 

(m=5,333)  and  (m=5,240).  In  the  USA,  three  studies were  carried  out with  (m=3,901). 

Carley  et  al.  study  focused  on  consumer  perception; whereas,  Axsen & Kurani  conducted 

the second phase of San Diego County study with a special focus on domestic charging. The 

study  revealed  that  about  half  of  USA  new  vehicle  buyers  have  the  Level  1  home  access 

suitable for EVs, stating:  

 

 “Consumer-informed estimates of home recharge potential can improve 

understanding of EV demand, use, and energy impacts, and prioritizations 

for developing EV recharge infrastructure.” [Axsen& Kurani, 2012] 

 

Pike Research’s survey reported on EV brands. The results indicated that a single prototype 

does  not  meet  all  consumers’  EV  preferences.  Besides  willingness  to  pay,  purchase 

intention and  choices,  two new  themes were added by 2011  studies,  consumer’s  attitude 

and brand perceptions. Attitudinal factors, in particular related to technology are stronger 

predictors  of  the  likelihood  to  adopt  than  demographic  factors. As  different motivations 

may  lie beneath the purchase  intention, adoption of new technology,  technology diffusion 

or  socio‐technical  transitions  were  introduced  in  this  study.  The  results  showed  that 

consumer  interested  in  hybrid  and  EV  technology  is  most  likely  motivated  jointly  by 

concerns  about  the  environment,  increases  in  the  price  of  fuel  and  a  desire  to  be  less 

dependent  on  petrol. Anable  et  al.  (2011)  results  and  observations  on  UK market  were 

primary;  nevertheless,  clear  indications  are  emerging  and  confirming  empirical  findings 

with regard to purchase intention, motivations and choices.  

 

Building  on  the  2005‐2009  studies’  recommendations,  in  particular  on  RAND  project 

research,  on  how  challenging  is  to  understand  the  consumer’s  choices  and  perception, 

Carley  et.  al.  mentioned  that  statements  about  intent  to  purchase  a  product  are  rarely 

validated  with  data  on  actual  purchasing  decisions.  Carley  et  al.  confirmed  previous 

conclusions  on  EV  potential  users  being  highly  educated.  Also  it  seconded  Erdem  et  al., 

(2010) in finding environmentally sensitive and concerned about dependence on oil people 

are  the  potential  users.  Contradicting  with  Hidrue  et  al.  (2011),  (USA,  n=3,029)  and 
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Accenture study in 2011 (USA and other 12 countries, m=7,003), Carley et al. study (USA, 

n=2,302)  indicated  that  charging  time  is  least  problematic  matter  when  considering 

owning or leasing an EV. From previously listed studies, a positive response is thus better 

interpreted as an indication of the consumer’s willingness to consider a new technology or 

product than as an indication of future purchasing behaviour. 

 

Figure 5‐5: Mapping consumer studies 2011 

5.2.7  Consumer studies (2012‐2014) 

This  section  starts  with  a  study  that  was  conducted  in  South  Korea.  Shin  et  al.  (2012) 

conducted  and  reported  a  questionnaire  across  (n=250)  households  to  investigate  the 

influence  of  EV on  the usage  on  the  exiting  cars.  The  sample was  chosen with  respect  to 

region,  income  level  and  demographic  characteristics  of  the  sample  that  reflected  the 

overall  population.  Results  showed  that  85%  of  the  respondents  have  one  car,  and  40% 

used  to drive  for more  than 20,000 km. The measured  attributes  included  fuel  type  cost, 

purchaser price and maintenance and ii) access to RFs. By employing scenario analysis, the 

results  estimated  that  consumers  prefer  EVs  to  hybrid.  The  results  of  the  accessibility  to 

RFs  showed  that  the  purchase  intention  regarding  the  EV  increases  as  accessibility 

increases.  

 

In November 2012, a web‐based survey (n=1,785) was conducted by Lo (2013) to solicit 

views from Chinese residents for two days. This study aimed at understanding the reasons 

for this policy failure through surveying the public attitudes towards EVs. In order to focus 

on  the  potential  consumer,  respondents  younger  than  21  and  those  without  a  monthly 



 131 

income were eliminated.  In addition,  the sampling  is  confined  to  those with access  to  the 

Internet  and  therefore  not  representative  of  the  population  of  China.  Even  though  the 

government subsides, especially of EVs,  the results have been disappointing. The greatest 

barrier was inconvenience to charge. The findings indicated that: i) although the majority of 

respondents were interested in EVs and were aware of their advantages, they were unsure 

about  purchasing  an  EV.  This  was  due  to  concerns  over  charging  locations  and  times, 

battery longevity, range and price. The results showed that the level of interest, perception, 

and  demands  are  significantly  influenced  by  gender,  education,  income,  age,  and  car 

ownership.  

 

In  December  2012,  as  a  part  of  a  2‐year  span  North‐West  European  research  project, 

ENEVATE, a questionnaire and follow‐up survey was carried out, the study was published 

by Newman et al., (2012). There were (n=234) questionnaires completed in nine counties 

followed by a survey (n=97) from (Belgium (n=2), England (n=8), France (n=8), Germany 

(n=28), Ireland (n=2), Netherlands (n=27), Northern Ireland (n=3), Scotland (n=6), and 

Wales (n=13). The sample size wasn’t encompassing specific social segment; whoever was 

interested  in  exploring  EV  was  welcomed.  The  questionnaire  included  the  following 

segments: i) car ownership motivation (environmental factors, purchase cost, performance, 

size  and  running  cost),  ii)  incentivisation  of  EVs  (purchase  cost  subsidy,  tax  reduction, 

priority lanes and parking, government support, private organisation involvement), and iii) 

future  EV  intentions  and  purchase  prediction.  The  follow‐up  survey  was  disseminated 

among  the  same  sample  of  the  initial  questionnaire  respondents.  The  participants  were 

presented with  four different EV usage scenarios and asked for the  feedback (Newman et 

al., 2012).  

 

In  2013,  a  meta  study  was  published  by  Pasaoglu  et  al.  (2013)  and  was  carried  out  in 

California based on (n=3,000) new car buyers. The study aimed at examining if the existing 

travel  national  surveys  can  be  a  potential  source  of  data  to  investigate  the  requirements 

needed  to  deploy  EV  charging  infrastructure  and  the  effect  of  this  on  the  power  grid  in 

general. The study was a part of a data mining process, which started with compiling major 

existing surveys at national, regional and local scale to identify all possible sources of data. 

Pasaoglu et al. (2013) characterised the surveys’ methodologies and scopes. An assessment 

was  made  of  the  collected  travel  survey  against  a  matrix  of  parameters  to  determine 

possible gaps in the Travel National Surveys (NTSs). The focus of the meta‐analysis of the 

NTSs were European, publically available studies and relatively large scale travel mobility 

surveys.  The  summary  of  the  study  is  basically  the  findings  from  analysing  the  selected 

NTSs. The analysis categorised the surveys into eight categories:  i) type (interviews, web‐

based surveys,  telephone or  in person questionnaire or  trip diaries),  ii)  aggregation  level 
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(emergent or individual), iii) survey period, vi) parking details (duration, not less than 10 

minutes and place), v) individual details (demographic and personal information), vi) living 

area (urban or rural context), and vii) geographical coverage. This reflects the importance 

of a direct mobility survey for EU Member States in order to better assess the impact of EV 

usage on the grid, energy market and infrastructural investments (Pasaoglu et al.,  2013).  

 

In September 2013, Navigant Research project team in the USA carried out a web‐based EV 

consumer’s  attitudes,  opinions  and  preferences  survey  (n=1,084)  (Navicant,  2013).  It 

aimed  at  providing  a  better  understanding  of  consumer  attitudes  towards  alternative 

means  of  transport,  how  interested  the  public  is  in  owing  an  EV,  and  their  EV  and  RFs 

readiness  and  receptiveness,  as  well  as  their  overall  vehicle  considerations.  The  survey 

mainly covered the consumers’ views of alternative fuel vehicles, their brands and models 

and which power type they prefer. Also questions on vehicle features were included, such 

as  the  most  interesting  features  to  them  that  would  attract  them,  the  public  charging 

network readiness, and the willingness to pay for it. The key findings of this study that 33% 

of  respondents  preferred  hybrid  cars  whereas  30%  preferred  EVs.  A  further  41%  of 

consumers were interested in RFs locations.  

 

In June 2014, the UK Department of Transport conducted a survey of public attitudes to EVs 

(Anderson, 2014).   The survey was a random probability‐based survey of (n=962) adults 

living in households in Great Britain. The first part of the survey was about knowledge and 

attitudes  to  electric  cars  and  vans.  The  respondents were  asked  about  the willingness  of 

purchasing an electric car or van, 5% said they were thinking about owning one where 56% 

said they had not thought about it. A further 14% said although they thought of it, they had 

decided  not  to  buy  (reasons  were  not  documented).  In  addition  the  respondents  were 

asked  about  the  most  important  things  they  consider  when  purchasing  a  car  (e.g.,  cost, 

reliability, safety, comfort), as well as the most important factors that deter potential users 

from purchasing one (recharging, distance travel on a battery, cost and lack of knowledge). 

The drivers were asked about  the most  important  factor  that encourages  them  to buy an 

electric car or even a van (cost, distance travel on charge, recharging and environmentally 

friendly).  The majority  of  respondents were  car  passengers  and  some were  using  public 

transport.  They were  asked  about  the  frequency  of  use  of  both  car  and  public  transport 

(Anderson, 2014).  

 

In  September  2014,  Energy  Solutions  conducted  an  online  survey  on  the  factors  that 

motivates  costumers  to  buy  and  EV  in  Germany  and  the  UK  through  the  Institute  of 

Transport Research within the German Aerospace Centre (DLR). The study was about the 

usage of EVs owners (n=3,000) where 63% are private users. It attempted to identify the 
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influencing factors  for a wider adoption and assessing the  implemented measures  in both 

countries. The questionnaire covered the following areas: the experience prior to owing an 

EV,  the  number  of  cars  per  household,  the  extent  of  the  daily mileage,  the  type  of  usual 

trips, parking preferences, driving behaviour, charging preferences and pattern, EV owners’ 

ideas  about  full  electric  range,  and  route  planning. Most  of  the  private  users were males 

(89%),  highly  educated  and have  an  above  average  income. According  to  this  survey  the 

interest in the innovative technology and the reduction of the pollution is the main reason 

of the purchase. Almost 60% of private users charge daily in close proximity to their homes. 

Limitations  in  driving  like  time  needed  to  charge,  weather  affecting  the  battery,  holiday 

long trips were issues for 30% of private users (Lenz, 2014).  

5.2.8  Meta analysis‐consumer studies   

A total of eight studies were conducted between March 2012 and October 2014 across four 

European countries (Belgium, France, Germany, and Netherlands),  the UK,  the USA, China 

and South Korea,  see  (Figure 5‐6). The  themes of  these  studies varied between purchase 

intentions, willingness to pay, attitude and a newly addressed topic, the impact. The impact 

on the non EV market was addressed by Shin et al. (2012) in South Korea and the impact on 

the  grid  was  studied  by  (Pasaoglu  et  al.,    2013)  in  California  as  well  as  previously 

mentioned  by  Bunzeck  et  al.  (2011)  in  their  Europe  study.  As  per  the  commonly  cited 

advantages of EVs, confirming Carley et al. study, high fuel economy and lower energy costs, 

a  positive  environmental  image,  and  the  ability  to  be  at  the  cutting  edge  of  new  vehicle 

technology.  Shin  et  al.  (2012)  and  Pasaoglu  et  al.  (2013)  both  studies  emphasised  the 

positive correlation between the RF’s accessibility and increase purchase intention.  

 

 

Figure 5‐6: Mapping consumer studies 2012‐2014
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Charging location–related questions 

EV  charging  topic  may  be  addressed  as:  i)  time  to  charge  preference,  ii)  willingness  to 

spend  time  charging,  iii)  charging  locations.  Focusing  on  the  latter,  charging  location‐

related questions were addressed in six different research projects, see (Figure 5‐7). These 

studies  were  investigating  the  importance  of  having  non‐domestic  charging  network  for 

potential users and the candidate locations for proposed network. Responses to charging‐

related  questions  should  roughly  indicate  the  potential  locations  of  RFs  to  planning 

authority and policy makers.  In part B, a further study by Rebate project is presented. The 

study was conducted in 2012 reporting on charging in the USA market  (n=1,151).  

 

 

Figure 5‐7: Mapping of charging‐related studies 

Facts and descriptive analysis    

In total, 69 studies were conducted in 26 consumer studies across 22 countries, collecting 

(m=371,420) responses, see (Figure 5‐8). These studies are at macro scale level targeting 

the  entire  population,  which  in  some  studies  was  (n=8,000)  covering  four  European 

countries,  (n=13,000) covering 13 countries, and (n=200) recording  the smallest sample 

size surveyed by Delong& Cheng (2010). Some of the above studies, through the filtration 

process (e.g., age, income, demographic location, prior knowledge, new car buyer, number 

of  households  cars),  attempted  to  target  a  smaller  group  by  nearly  focusing  on  potential 

users. Based on  literature,  these  filters were observed as  to  form the EV  focus group that 
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would  have  high  tendency  to  consider  driving  (owning  or  leasing)  an  EV.  On  the  other 

hand, in 2010, Nielson conducted a study based on national survey NHTS in the USA and the 

largest sample size which was (n=309,163).  

 

These last two years, followed previously studied surveys’ themes. Navigant (2013) survey 

addressed the EV brands. Dislike on Pike Research’s, Chevrolet Volt and Nissan LEAF were 

surveyed.  A  further  44%  of  consumers  were  familiar  with  Volt  and  31%  with  LEAF. 

Moreover, the study reported on the fuel cost confirming ENEVATE and Anderson previous 

studies.  Nearly  50%  of  consumers  said  high  fuel  economy  was  the  most  important  EV 

feature. 

 

All  these  surveys were carried out online, which allowed a margin of biasness due  to  the 

self‐selection criterion. Due to anonymity of the respondents, some bias was created in the 

studies’ samples. It was not been possible to judge whether respondents have had (a lot of) 

additional previous knowledge on the topic. In total, 20% of consumer studies were carried 

out in the USA at a nationwide scale and 40% was conduced in Europe and 10% focused on 

the UK. By excluding NHTS‐based study, the sample size ranged between 200 respondents 

to 4,240 per country. 

 

 

Figure 5‐8: An overview of consumer studies (with thematic and sample size filters) 
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To conclude this section, the meta analysis of all mentioned previous studies in this chapter 

showed that: 

 i) there is a need to study of EV uptake as Anable et al. (2011) indicated: 

“EVs are disruptive they require a significant shift in behaviour by 

consumers. The literature suggests that the early adopters of EVs do not 

necessarily hold the key to understanding the early majority and thus it is 

important to understand the potentially unique characteristics of each group 

of EV consumers in order to more accurately inform those interested in the 

development of the EV market (e.g., the Government, vehicle manufacturers 

and energy suppliers).” [Anable, 2011] 

 

ii) different people  appear  to be attracted  to hybrids  and EVs,  each  for different  reasons. 

Despite  the  possible  segmentation  and  prediction  of  potential  users,  consumers  change 

their  perceptions  and  views.  E‐mobility  systems  have  a  temporal  element.  Such  nature 

needs more  research and development.  In order  to understand  the dynamic processes of 

attitudinal and behavioural change in this area: 

 

i) Investigating EV technologies, public perception and technology adaption; 

ii) Achieving large enough sample sizes to be able to segment the market; 

iii) Stringent selection criteria for surveys and interviews; 

iv) Conducting  ethnographic  studies  with  potential  users  (avoiding  random 

selection/self‐selection); 

v) Investigating the EV user behaviour not the consumer attitudes. 

 

iii) The strength of consumer studies  to stakeholders  is  to  indicate and provide primarily 

understandings  of  consumers’  main  trend  and  preferences.  With  innovative  approaches, 

combining  information about potential users  (purchase  intention and willingness  to pay) 

with their demographic data (e.g., national surveys) and access to domestic charging, may 

predict the EV owners (locations and size). The next section presents consumer EV trials.   

Considerations   

There are some points have to be considered when reading the meta analysis: 

 

i) The (n) does not represent the general public as self‐selection technique opens the 

survey to those who are interested in EVs which justifies the positive feedback; 

ii) The  (n)  of  each  country,  leads  to  deviated  answers  compared  to  the  average 

population. In some studies that are cross country, a country may have (n=2) and 

the other one has (n=27), like ENEVATE project; 
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iii) In  some  cases  the  time  lag  between  the  study  and  the  time  of  publication  is  two 

years. This lag is of limited use to those responsible for Research and Development 

(R&D)  and  knowledge  transfer  in  such  an  evolving  research  area  like  smart 

mobility; 

iv) The analysis needs to be carried out on a high time‐resolution database of vehicle 

use,  which  is  previously  collected  in  order  to  study  traffic  patterns,  driver 

behaviour, and vehicle emissions. NHTS data are not fully reliable for determining 

EV range capabilities (Pearre et al., 2010).  

 

To  summarise  this  section,  the  themes  of  previously  presented  consumer  studies  are: 

willingness  to pay, purchase  intention, choices, brands, attitudes,  impact of driving an EV, 

and charging. The next section presents consumer trials. 

5.3 EV Trial:  Consumer  

This section presents a selection of EV trials. These trials were designed to explore and test 

consumer  experience  through  the  applications  of  a wide  range  of methods.  Although  EV 

field trials have a long tradition, knowledge of how users experience EVs is  lacking. There 

are seven trials complied in this section which start with SmartMove research project.  

 

 In 2007, SmartMove (2010) carried out a trial followed by a questionnaire to explore the 

performance and acceptance of EV into public (n=113) and private sector fleet (n=190) in 

the UK. The trial was for 6 months and it was published by Walsh et al (2010). For the fleet 

users, the trial tested the hypothesis that organisations that operate vehicle pools and fleets 

are ideal candidates as early adopters of EVs. As a post‐trial phase, the questionnaire was 

investigating  how  useful  the  trial  was  motivating  the  potential  users  (employees)  to 

partake  in  the  smart move  trial.  It  also  assessed  the  significant  adjustments  required  to 

make  the  conventional  fleet  to  accommodate  the  electric  smart(s). The  survey addressed 

whether  the  organisation  (the  city  council)  benefits,  how  so  and  by  how  much  from 

operating the EVs and the main disadvantages of using the EVs fleet/car pool EVs. From EV 

trial data, results showed different aspects of using an EV: 

 

i) EV perception: 58% of fleet users felt more positive about EVs after taking part in 

the trial (users in their 20s experience the highest opinion shift); 

ii) EV range  (observed  that only 7% of users undertook  the  trial  journeys when  the 

range was below 50%); 

iii) EV  performance:  users  rated  the  overall  performance  of  the  EV  as  ‘Good’,  most 

variation in answers was observed in the noise category; 
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iv) EV  charging:  users  rated  their  charging  experience  as  ‘Good’,  finding  vehicle 

charging easy, safe and reliable.  

 

A  further 73% of users  in  fleets with access  to dedicated  recharging  infrastructure  found 

the vehicle on charge before use compared to 42% of users who operated in fleet without 

dedicated  infrastructure. As  for  the public,  the  trial  aimed at  accelerating  the adoption of 

EVs,  carbon  footprint,  and  performance  of  the  vehicles.  It  quantified  how  drivers  can 

interact with EVs to enhance their range performance. Participants were instructed to drive 

using  their  standard driving.  The  key  findings were drawn  from a  robust  data  sample  as 

72% of participants  stated  that  they would use an EV as  their  regular  car  after  their  test 

drive.  A  further  82%  of  the  public  participants would  consider  owning  an  EV  compared 

with 56% from a captive test‐drive audience (Carroll & Walsh, 2010). 

 

In  2011,  a  12‐month  of  high‐resolution  driving  data  survey  from  (n=448)  out  of  470 

instrumented  gasoline  vehicles  in  the  USA  is  used  to  analyse  daily  driving  patterns,  and 

from  those  infer  the  range  requirements  of  EVs.  Vehicles were  selected  for  the  study  by 

random stratified sampling from 13 counties in Atlanta, Georgia greater metropolitan area. 

Researchers  performed  an  empirical  GPS‐assisted  observation  of  the  448  vehicles  were 

monitored  for more  than 50 days. The study conservatively assumed that  that EV drivers 

would  not  change  their  current  gasoline‐fuelled  driving  patterns  and  that  they  would 

charge  only  once  daily,  typically  at  home  overnight.  The  survey  consisted  of  three main 

sections:  

 

i)  daily driving distances; 

ii)  days of vehicle use and mileage; 

iii)  time  of  the  day  driving  pattern  via  the  research  question:  are  battery‐range; 

limitations compatible with the gasoline‐enabled driving habits?.  

 

The analysis showed that even with limited range, the EV could provide a large fraction of 

transportation needs. When an EV user has the ability to adjust on a few days per year, by 

substituting alternative transportation or charging during the day, short‐range EV models 

can be satisfactory for a significant fraction of the population (Pearre et al., 2010).  

 

Smith et al. (2011) with the help of GPS data loggers, collected data from (n=76) drivers in 

Winnipeg,  Canada,  to  characterise  driving  behaviour  for  EV  consumption  and  charging 

evaluation.  The  data  gathered  (over  a  year)  was  used  to  develop  a  daily  driving  profile 

approximating actual driving power demand and parking times for charging these vehicles. 

The  trial  explored  the  possibility  of  paying  lowest  cost  of  charging when  relying  only  on 
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domestic and workplace facilities. Opportunity charging is recommended to use the battery 

as a storage device for peak time on the grid (V2G).  

 

Cocron  et  al.  (2011)  released  a  thorough  analysis  of  actual  safety  implications  of  EVs  in 

Berlin.  This  debate  arose  due  to  the  quiet  motor  of  the  EV,  which  is  more  difficult  for 

pedestrians  to  hear  compared  to  ICE  cars  and  may  compromise  traffic  safety.  A  driver‐

sample (n=70) was surveyed via interview and a trial (participants were first time driving 

an EV). The interviews took place once after three months of the trial, and once more after 

six months. The attitudes remained positive during the first three months of EV use. Cocron 

et al. (2011) conducted two studies: i) safety‐relevant incidents and reported the degree of 

hazard related to these incidents and ii) if drivers adjusted their perceived risk of harming 

other road users over time. 

 

As a segment of research carried out by the Joint Research Centre, funded by the European 

Commission in 2012, a survey was designed to test the attitude of potential users to see if 

there  were  any  potential  users  ready  to  switch  to  EV  market  of  European  car  drivers 

towards EVs (Pasaoglu et al., 2013; Thiel et al., 2012). It formed part of a full report relating 

to driving and parking patterns of European car drivers. The  survey methodology was  to 

collect car  trip diaries  in six European countries (UK (n=623), France (n=623), Germany 

(n=606), Poland (n=548), Spain (n=617), and Italy (n=613) via pilot and baseline surveys 

(Pasaoglu  et  al.,  2012).  The  baseline  survey was  divided  into  three  sections:  prior  to  the 

trial,  dairy  and  post‐trial.  The  diaries  constituted  individual  data  collected  over  a  24 

hours/7 day period. Parking was reported in terms of duration and place. 

 

In  the pre‐trial questionnaire, each participant had to report socio‐economic  features and 

demographic data, in addition to the vehicle size and age. In each the countries, car drivers’ 

characteristics  in  terms  of  gender,  age,  and  employment  was  identified  in  charts  in 

comparison with the overall population. The diary format had instructions to avoid biased 

or  inconsistent responses.  If  the car was parked  for more  than 10 minutes,  then  the  trips 

before and after were considered as  two different road trips. Arrival and departure times 

and  distance  of  each  trip  were  to  be  monitored  and  reported.  The  respondents  had  to 

answer daily questions related to: the car use, day’s weather, the number of trips, the origin 

and  destination  of  each  trip,  the  trip  distance,  parking  slot  location  and  time,  and  the 

number of stops and passengers (Thiel et al., 2012). However, in the post‐trial survey, after 

one  week  of  dairies  being  recorded,  the  respondents  were  asked  to  complete  a 

questionnaire on: familiarity with EVs, some questions on the environmental burdens of the 

transport sector, government incentives, current features of EVs, willingness to pay, factors 
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affecting purchasing decisions, their idea of the number of sold EVs and future petrol prices 

(Thiel et al., 2012).  

 

In 2013, Future Transport Systems Ltd. launched a trial  (as part of the SwitchEV project) in 

Northumbria University.  In  total,  (n=12)  staff members  participated  in  the EV  trial  for  a 

month which aimed at depicting the charging patterns of the participants having access to 

two  onsite  CPs.  Travelling  to  work  brings  with  it  environmental  and  sustainability 

challenges.  The  survey  aimed  at  raising  awareness  and  informing  people  about  EVs  and 

available charging  facilities around  the  two campuses. The  trial was  followed by a survey 

capturing respondents’ feedback and their EV perception before and after the trial.  

 

5.4 EV Trial:  Consumer (Summary)  

In  total,  seven  EV  trials  were  conducted  between  2007‐2013  through  12  sample  sizes 

across North America, the UK (four samples), Spain, Italy and Germany (two samples). The 

total number of participants were (m=4,509), see (Figure 5‐9). Out of these trials, Thiel et 

al.  (2012)  reported  the  largest  sample  size  spanning  six  countries  with  an  average  of 

(n=600)  in  each  country.  SmartMove  interviewed  (n=190)  fleet  users  in  2010  and 

workplace  practice  was  surveyed  in  consumer  studies  (ICE,  2013)  and  (OFAS,  2014). 

Positive  feedback was  received  from  fleet users  regarding  the use of workplace  charging. 

Walsh et al. (2010) stated that drive efficiency improved when the SoC is reduced to 50% 

suggesting  that  EV  users  modify  their  driving  style  as  the  vehicle  SoC  reduces.  Same 

positive  feedback was  attained  from Cocron  et  al.;  Smith  et  al.  (2011)  trials’  participants 

mentioning  that  relying  on  workplace  charging  facilities  besides  domestic  charging  may 

add more pressure in the beginning but saves money on the long term. To conclude, there 

are some points of considerations while reporting consumer EV trials that have to be clear: 

 

i) A  defined  method  is  to  be  employed  to  identify  factors  influencing  the 

acceptance of EVs and to outline changes; 

ii) The findings of counties in same region may be contradicting; 

iii) Replication and generalisation of findings and outcomes have to be interpreted 

with caution; 

iv) Long‐term  monitoring  of  vehicles  in  trials  is  important  to  document  the 

distribution of trips through a period of time for each vehicle. 
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Figure 5‐9: Mapping of consumer EV trials 
 

This is the end of part A, which summarised 28 studies and seven EV trials collecting a total 

of (m=375,929) responses. The next part of the chapter presents the EV user studies, see 

(Table 5‐1) end of this chapter. 

5.5 EV Users (Behaviour)   

This  section  discusses  19  user  studies.  As  it  was  previously  discussed  in  chapter  2,  e‐

mobility system has a unique social practice. The EV driver has to plan prior to their non‐

routine  long  journey  or  unusual  event  to  secure  enough  charge;  this  has  to  do  with  the 

psychological  and  mental  state  the  driver.  This  might  occur  two‐three  times  a  month; 

however,  it  is  a  concern. Due  to  the  system  instability  and  immature monitoring  systems 

and  available  database,  a  fault  in  a  non‐domestic  CP  is  not  yet  reflected  in  the  service 

provider active map. This level of abstraction will not be observed from an online survey or 

potential user EV trial. There are some elements of the system, which can only be captured 

when a well‐planned  trial  is  carried out by recruiting active EV users and monitoring  the 

charging patterns and profiles of those users.  

5.5.1  EV user studies (2001‐2011) 

In  this  section,  the  majority  of  the  presented  studies  were  conducted  in  2011  with  an 

exception  to  three  studies  in  2001,  2009,  and  2010,  respectively.  The meta  analysis will 

reflect the 10 year‐span. The first study as carried out by Meier‐Eisenmann et al. (2001). An 

interview of (n=179) out of 297 EV owners was conducted  in the Swiss canton of Ticino, 
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Switzerland.  The  owners  comprised  of  two  wheels  (27%)  and  four  wheels  EVs.  Meier‐

Eisenmann  et  al.  (2001)  reported  the  behavioural  patterns  displayed  by  EVs  and  their 

owners, by (monitoring charging systems, questionnaire conducted directly with owners), 

in  their  analysis  of  a  pilot  scheme.  The  respondents  were  asked  about  the  frequency  of 

using  EV  reserved  parking  places  (9  places).  For  3‐4  times  per  week  these  places  are 

utilised, 4 wheels EV users reported 29% of the users charge their battery while parking. 

 

Antropologerne Ltd. carried out an anthropological field study of (n=50) users within the 

remit of the Etrans project in Denmark. This study was based on in‐depth interviews with 

consumers  (some of whom were EV users). The  respondents were asked  to  comment on 

the prejudices that people generally had towards EV (Ulk et al., 2009). The study revealed 

that  an  EV  user  could  be  a  complex,  unique,  contradictory,  moveable,  social  and  very 

different individual with just as many different needs, preferences and circumstances of life.  

 

In 2010, (n= 4,000) drivers in the USA (n=1,000), Japan (n=1,000), China (n=1,000), and 

Europe (including UK) were asked to share their sentiments on EV and reveal the enablers 

and  barriers  to  owning  alternative  mean  of  transport.  The  respondents  were  asked  to 

report  on  the  purchase  decision,  factors  affecting  their  decision,  awareness  level  of 

technology and environmental concerns of conventional means of transport and finally the 

willingness to pay an EV. The survey was designed to capture responses that would provide 

a  clear  insight  of  EV  market  in  each  country  ranging  from  an  end‐user  perspective, 

awareness, and key purchasing considerations.  

 

Unlike  other  studies,  the majority  prefer  leasing  an  EV  rather  than  owning  one  and  they 

believe a battery range of less than 100 miles is unacceptable. Most of the respondents have 

not  heard  of  EV  technology,  almost  35%  of  respondents  excluding  China  sample  (60%) 

were willing to consider the purchase of an EV as soon as it is available otherwise they will 

wait until it is well established in the market. Fuel savings is the most important favourable 

factor compared to environmental impact and incentivises. With regard to China, customers 

were concerned about the capacity, price, universal, and lifetime of the battery. Customers 

were worried  about  the  convenience  of  the  charging  network,  and  nearly  40%  (of  China 

consumers) were  not  satisfied with  the  speed,  vehicle  price,  component,  and  component 

replacement and maintenance (Li & Sun; Ernst & Young, 2010). 

 

In May 2011, an online survey of (n =696) was conducted (for one month) in Germany. The 

main aim was to assess intention to purchase and EV use of the various consumer groups: 

actual  EV  users  (n=92),  members  of  the  public  interested  in  becoming  potential  users 

(n=244),  potential  users  with  no  concrete  purchase  intention  (n=352),  and  consumers 
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who are not literate of EVs (n=285). The survey was assessing: i) the affinity towards EVs 

and the likelihood of purchase and usage; ii) the perceived advantages and characteristics 

of EVs; and  iii) socio‐demographic dimensions (Peters et al., 2011). Findings showed that 

the  driving  characteristics,  security  and  vehicle  capacity  do  not  influentially  affect  the 

consumer evaluation. The study could not observe a significant effect of the infrastructure 

on  the  market  due  to  the  early  stage  of  market  diffusion  and  having  less  forecasts  and 

estimates of demand.  

5.5.2  2001‐2011 meta analysis 

In  total,  six  EV user  studies were  conducted  across Europe,  the UK,  China,  Japan  and  the 

USA,  see  (Figure  5‐10).  Between  2010  and  2011,  the  USA  was  surveyed  through  two 

studies  collecting  (m=4,951)  responses  on market  enablers  and  barriers  and EV  brands. 

Ernest  &  Young  (2010)  study  covering  Europe,  China,  Japan  besides  the  USA  (n=1000/ 

each) reported on acceptance and preferences:  

 

“Purchasing behaviours are affected by four factors: i) charge inconvenience, 

ii) short battery range, iii) cost, and iv) psychological factors.” [Ernest & 

Young, 2010] 

 

Reporting on range, Conway’s survey stated that 77% of (n=1702, USA, 2011) perceive it 

as  a major  issue.  This  confirms  the  previously  analysed  consumer  study  by  Lieven  et  al. 

(2011),  which  stated  that  out  of  price,  range,  environment,  durability,  convenience,  and 

performance, the participants marked price and range as the most important issues for the 

vehicle use and brand. 

 

Confirming  previously  analysed  consumer  studies,  Peters  et  al.  (2011)  stated  that  costs, 

environmental  concerns,  and  ease  of  use were  in  favour  of  EVs.  The  study  described  the 

time  between  2009  and  2011  was  seen  as  the  phase  of  preparation  of  market  and 

technology.  Development  of  costs,  range  and  user  acceptance  of  new  systems  were  the 

main  paradigms  of  that  phase.  It witnessed  a  dramatic  change  in market  penetration.  In 

Germany the number of registered EVs dropped from 2,700 in 2001 to 1400 in 2008.  
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Figure 5‐10: Mapping EV user studies 2001‐2011 

5.5.3  EV user studies (2012) 

In February 2012, a survey was conducted (n=1,419) by Clean Technia and was followed 

by  another  survey,  round  2  when  the  sample  reached  (n=2,039)  participant  (Berman, 

2013).  Both  rounds  reported  on  the  importance  of  factors  of  EV  acquisition.  The  survey 

targeted  EV  buyers  (individual  California  EV  owners  and  drivers),  from  the  year  2012 

onwards (n=2,039) out of 2,611; a number of questions regarding their purchase decision, 

demographic  data,  and  how  aware  the  users were  of  government  initiatives  and  private 

companies  rebates were posed. The  findings  showed  that  schemes  and  incentives have  a 

profound effect on the EV sales in the USA. The EV users asserted fuel savings hitting 37%, 

which  is  a  very  influential  factor  of  purchase.  On  the  contrary,  only  about  21%  of 

participants  bought  EVs  for  its  environmental  benefits  (DEMorro,  Center  For  Sustainable 

Energy, 2014).  

 

In March 2012, a California EV driver survey was released within the context of the Clean 

Vehicle  Rebate  project  (CVRP)  (Rebate,  2013).  The  survey  included  (n=1,151)  EV 

individuals,  which  ranks  this  survey  numerically  at  the  top  of  the  large  number  of  such 

surveys, and the most detailed nationwide survey. The survey covered the following areas:  

satisfaction  with  the  vehicle,  average  daily  mileage,  motivations  around  and  influential 

factors in the recharging process, the time and rate of recharging, access to a level 2 charger 

whether at home or in public places, and finally the satisfaction with public RFs (Nicholas et 
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al.,  2013).  In  order  to  determine  how  the  drivers  use  their  EVs,  through  a  designed web 

interface, they were asked to place: i) charging places, ii) desired charging locations, and iii) 

farthest destination from home. Participants were also asked about the lowest SoC attained 

over  the  EV  lifetime.  A  total  of  80%  of  the  respondents  have  reached  8%  SoC  which  is 

approximately  6 miles  left.  This  shows  that  people  are  not  experiencing  the  full  electric 

range. With  regard  to  infrastructure,  only  10% of  respondents  have  never  charged using 

non‐domestic chargers and 40% charge at workplaces. 

 

In  2012,  a  survey  as  a  part  of  Bay  Area  Plug‐in  EV  Readiness  project  was  lunched  in 

California. The act aimed at understanding the EV owners and potential EV drivers. It was 

targeting EV drivers and city car share users, especially Nissan LEAF owners. City CarShare 

EV Survey,  (n= 443) drivers were  included. The survey mainly addressed  the before and 

after  purchasing  an  EV  experience  and  users’  preferences,  perceptions,  changes  that 

occurred to driving patterns and daily life. In addition to questions related to range anxiety, 

domestic charging, workplace charging, charging timing and time spent charging, as well as 

barriers  and  factors  affecting  market  penetration  were  asked.  It  included  200  questions 

covering  the  following  EV  readiness  elements:  parking  permitting  and  building  codes, 

marketing, fleets, connection to grid and renewable energy, training, zoning, RFs (domestic, 

public and workplace), and incentives for deploying workplace CPs (Sahran; ICF, 2013). A 

total  of  91%  of  the  respondents  have  access  to  domestic  charging,  and  their  replies  to 

charging preference reflected the importance of charging at home, anonymous participant 

said: 

 

“Genuinely, I see lack of access to a socket or charging station outside one’s 

home as the biggest or second-biggest barrier to the electric vehicle revolution 

(possibly second to awareness). Who is going to buy an EV if they can’t 

charge at home?” [Bay Area Plug-in project survey, participant, 2010] 

 

The respondents stated their reasons for driving an EV: i) the personal image, ii) EVs being 

energy efficient and cheaper in the long run, iii) performance, and iv) significant emissions 

benefits.  

 

In  June  2012,  California  local  employers  survey  (n=500)  was  issued  to  Bay  Area 

Workplaces  (ICF,  2013)  to  access  employees  who  are  interested  in  CPs  deployment,  to 

successfully support their employees and fleets. This survey comprises of three studies: EV 

users  (n=443),  government  authorities  (n=103),  and  fleet  managers  (n=500).  The 

questions  (lasted  for  two  months),  and  covered  the  following  points:  access  to  parking, 

company fleet information, parking availability, workplace charging options, average daily 

mileage and possible  incentives. As  for  the EV users, almost half of  the respondents were 
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from 100+ employees’ firms. The data collected from the survey indicated that 97% of the 

participants have on‐site parking, 60% of them own, rent, or a combination of own and rent 

vehicles, and half of  them reported having at  least one vehicle  that  travel on average  less 

than 60 miles each day. As  for  the  fleet managers’  and government authorities’  feedback, 

the results showed that 21% were considering EVs for fleet replacement or expansion and 

22%  had  EV  charging  stations  currently  installed  at  the  workplace.  The  three  key 

challenges that employers have encountered during the EV charging station installation or 

operation were:  i) cost of  the  installation,  ii) cost of  the equipment, and iii) no use of this 

equipment 13%. 

 

In  October  2012,  a  study  was  conducted  by  the  United  States’  Department  of  Energy 

through  the Clean Cities Community Readiness  and Planning  for Plug‐in Electric Vehicles 

and Charging Infrastructure Act (Larson, 2012). This survey examined (n=22) participants’ 

feedback  on  commercial  properties  and  their  perception  of  EV  charger  installation, 

reflecting  a  total  of  76  public  CPs  installed  in  Oahu.  The  participants  were  EV  and  CPs 

experts,  and  the  research  team was  able  to  leverage  in  transportation  specialists  on  the 

state  of  energy,  as  well  as  a  national  renewable  energy  laboratory.  A  5‐minute 

questionnaire  was  disseminated  to  cover  five  core  areas:  planning  and  permitting, 

installation  of  EV  chargers,  cost  and  payment,  managing  of  the  charging  station  and 

business  aspects.  It  included  non‐scientific  questions  to  gain  the  respondents  initial 

perspective on their specific EV charging.  

 

The  survey  was  followed  by  a  structured‐interview  to  elicit  a  better  understanding  of 

specific  lessons  learned  and  to  obtain  clarity  regarding  the  decision process.  It  had  eight 

sections,  covering:  the  installation  initiative,  planning,  permitting,  installation,  cost  and 

payment,  managing  the  CP,  business  model,  and  take  home  notes.  The  questions 

overarched influential points of interest: The selection of the type of charger, steps taken to 

become  familiar  with  the  EVs  and  charging  events,  the  selection  bases  of  choosing  a 

charging  facility  management  company,  the  administration  and  permitting  charging  and 

parking. Also it included technical questions about the installation process: the length of the 

conduit,  concerns  about  purchasing  and  installing  the  chargers,  charging  event  price 

decision, payment handling, dealing with technical operational problems, and how to report 

a problem (Larson, 2012). 

 

Derollepot et al. (2014) reported an on‐going survey as a part of EVREST project, EV with 

range  extender  as  a  Sustainable  Technology  Transitional  European  research  project.  The 

survey  was  conducted  with  respondents  who  had  practical  experience  with  EVs.  The 

project was launched in 2012 and it collected responses (n=32) from Germany, France and 
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Austria.  The  survey  aimed  at  studying  how  EVs  with  a  range  extender  could  match  the 

different  usage  patterns  via  investigating  the  needs  of  the  end‐users  and  their  charging 

patterns. The questions addressed  the  following points:  i)  the user acceptance  relative  to 

the use of alternative mobility solutions  to  fulfil  its  longest daily mileage  in a year,  ii)  the 

proportion of the car use profile that could be achieved in all electric mode by the Extended 

Range EV (EREV) solution, and  iii)  the electric  range  that  the EREV solution can offer. As 

the EREV is a EV with an extended range, this proportion is expected to be high (Derollepot 

et al., 2014; EVREST, 2012). 

5.5.4  2012 meta analysis   

In 2012, a total of four studies were conducted in the USA and one study in Europe covering 

Austria, France and Germany, see (Figure 5‐11). Besides range, the use of EV, and charging 

preferences, the themes of this phase included two new topics, charging infrastructure and 

workplace practices. 

 

With  regard  to  the  vehicle  attributes.  Sahran  (2013)  and  Consumer  Reports  National 

Research Centre (2011) reported on the  importance of performance as considered one of 

the main reasons behind driving an EV. The fuel cost as one of the major contributors was 

mentioned by Clean Technia and Larson (2012) and was previously discussed in consumer 

studies by Ernest& Young and Peters et al. (2011).  

 

Three studies addressed  the workplace and  in particular Bay Area  research projects. The 

first  survey  of  the  Bay  area  focused  on  the  EV  users  and  attempted  to  explore  the 

employees’  charging  patterns  and  preferences  of  the  workplace  charging  facilities.  The 

responses seconded the wide deployment of the workplace charging facilities and showed 

the employees willingness to use shared facilities over the weekdays. Positive feedback on 

the workplace  charging  has  been  reported  by  (Elbanhawy &  Price,  2015;  Calstart,  2013; 

Scott et al., 2010). 

 

The second survey addressed the workplace charging from different angle, the employer’s 

perspective.  The  study  aimed  to  investigate  the  main  barriers  to  install  more  charging 

points.  From  the  employer’s  perspective,  installing  workplace  CPs  in  the  parking  area 

demonstrates  the  employer’s  environmental  leadership;  however,  feasibility  studies  and 

data analytics have to be conducted prior to deployment to avoid any waste of investment. 
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Figure 5‐11: Mapping EV user studies 2012 

5.5.5  User studies (2013‐2014) 

In  December  2013  a  telephone‐based  interview  was  conducted  in  the  USA  amongst 

(n=1,004), 501 males, which assessed  their driving habits,  vehicles’ needs and attributes 

towards EV.  In  four days, participants were contacted. Those  individuals were 18+ years 

and EV users with access  to domestic  charging. The  study examined  the potential  for  the 

use of EV and revealed that 42% of households with vehicles could potentially drive (own 

or lease) an alternative mean of transport and only 25% would go for EV with an effective 

low range of 60 miles. The survey was testing the level of awareness and reported that the 

majority  of  Americans  (65%)  are  aware  that  EVs  are  an  essential  part  of  the  nation’s 

transport  future  to  reduce  the  oil  use  and  the  global warming  pollution.  The  survey  had 

three different criteria: i) charging access, ii) charging type and housing type, ii) passenger 

needs,  iv) weekend and holiday  travel,  v)  average daily driving,  vi)  average daily driving 

variance, and vii) concerns regarding EVs (Union, 2013; Huertas, 2013).  

 

In December 2013 a USA nationwide online survey of EV charging habits was carried out by 

a joint research project between the University of Washington and the MIT by Mackenzi & 

Keith,  (2013).  The  study  aimed  at  understanding  how  various  factors  affect  operators’ 

decisions  on  when  and  where  to  charge  their  EVs,  (n=125).  The  survey  consisted  of  3 

parts:  i) Background information about the participants, their vehicles and households.  ii) 

Different  situations  that  the  EV  drivers  may  encounter  whist  driving,  where  for  each 

situation  they  are  asked whether  they would  charge  their  EVs  and  providing  a  range  of 

information  (price  of  charge,  charger  power,  expected  time  to  be  spent  in  destination, 

remaining  distance  to  home,  electric  range  remaining  in  battery,  and  distance  to  nearest 

recharging  facility),  and  iii)  Users’  charging  patterns,  such  as  information  about  their  EV 
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model, the primary function of driving an EV and the year of purchasing an EV (Mackenzi & 

Keith, 2013). 

 

In  January  2014  an  employee‐based  survey  at  the  USA  Office  of  Facilities  and 

Administrative  Services  (OFAS) was  conducted  concerning  the  feasibility  of  installing  EV 

charging stations. The study reached (n=265) participants and it aimed at determining the 

feasibility of  installing stations in workplaces (asking about their charging preference and 

daily  mileage)  and  attempted  to  forecast  potential  employees  shifting  to  EV.  It  was 

investigating whether  investing  in workplace CPs would be an  incentive  for employees  to 

purchase an EV. A 10‐item survey was developed  to collect employee  feedback:  i) do you 

currently own an EV or hybrid car?, if yes, do you use it to commute to work?, and what is 

its approximate range?, ii) where do you currently park your EV, if any?, iii) do you prefer 

using workplace  CPs?,  iv) would  you  use  a  slow workplace  charger  that may  take  up  to 

eight hours for a full charge?, v) how many miles do you commute from home to the office?. 

Another question was for potential users: vi) would you consider purchasing an EV, if yes 

when?, and ii) with more workplace CPs would you be more likely to purchase an EV and 

drive  it  to  work?.  Home‐work miles  commuted  varied  between  6  to  20.  The majority  of 

respondents  didn’t  have  an  EV  96%;  41%  are  considering  having  an  EV.  A  further  68 % 

confirmed  the  importance  of  workplace  charging,  access  to  workplace  charging  may 

increase  the probability of purchasing a car 64%, and  finally 68% of  respondents see  the 

fast charger as a first choice for non‐domestic charging facility (OFAS, 2014).  

 

In May 2014 an online survey (n=93), by the Technology department of Delft University in 

the  Netherlands,  was  conducted  as  a  part  of  Smart  EV  Charging  and  House  Energy 

Management project (Delft University, 2014). The findings of this study were not published. 

The part of the survey relating to EVs comprised of questions about personal  information 

about respondents (gender, age, profession, yearly  income, number of household, owning 

an  EV  and  interested  in  driving  an  EV).  The  survey  was  investigating  the  crucial 

information  that  needed  to  be  provided  by  end‐user  in  smart  energy  management 

applications. Questions regarding car charging status,  real  time energy consumption data, 

accumulative  energy  consumption  data  and  energy  saving  suggestions where  addressed. 

The respondents were asked about the preferable notifications they would need to receive 

such  as:  the  EV  is  fully  charged,  the  EV  is  not  connected  properly  or  not  being  charged 

properly and energy consumption updates. Moreover, they were asked about visualisation 

and how regularly they want to be updated (consumption and generation of energy). Also 

which  type of data  they would prefer  (amount of  energy,  energy cost or money saved by 

using  the  application).  The  participants were  asked  about  their  charging  patterns.  There 

were choices of charging mode: only charged at night where electricity price  is  low, set a 
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time when the system should start and finish charging, smart meters). Additional questions 

were  added  regarding  the  system  settings,  as well  as  additional  functionalities  and  price 

(Delft University, 2014).  

 

An online  survey was polled  in  June 2014 on  the usage of  the public  charging  stations  in 

Michigan  by  the  Detroit‐based  market  research  (Burke,  2014).  The  survey  covered 

(n=250) EV  commuters  from  the My Driving Power EV  club and  community. The  survey 

highlighted  interesting  observations  regarding  the  charging  pattern  spanning  2  months. 

The survey outcomes are not predictions or stochastic assumptions; real information about 

users was  collected  after  the  two month‐survey  time. The  survey  aimed  to  report  on  the 

following areas: driving during  the week (number and  type of  trips), number of  charging 

events  per  week,  access  to  public  chargers  and  when,  the  availability  and  fee  of  public 

chargers,  charging preference and willingness  to pay. The survey outcomes showed some 

meaningful  insights  into  the  context  of  EV  use.  Almost  all  users  (90%)  have  a  domestic 

charger and the availability of non‐domestic CPs is not the problem for the participants, as 

per an anonymous participant: 

 

“It is more about the convenience, distance from locations, or the charger 

power capacity, it is about a charging pattern based on home and workplace. 

Also the pricing strategy is critical, all types payment schedules are 

required.”[An anonymous participant in Detroit study, 2014] 

 

5.5.6  Meta analysis‐EV user studies     

Four  studies were  conducted  in  the USA  (m=1,577)  forming 85% of  2013‐2014 EV user 

studies, in addition to an unpublished study in the Netherlands, see (Figure 5‐12). The USA 

Office  of  Facilities  and  Administrative  Services  (OFAS)  conducted  a  further  study 

addressing  the workplace charging  facility. Reporting on Bay Area workplace survey,  this 

study  tested  the willingness  among  the users  to use  the workplace  charging especially  in 

case of low charger. Due to the cost of installation, which was also indicated previously in 

ICF  study,  the  questions  that  were  addressed  in  OFAS  study  were  very  useful.  These 

questions  explore  the  non‐domestic  charging  pattern  of  the  EV  user.  In  the  case  of 

workplace  studies,  responses  to  such  questions  shall  imply  the  prospective  charging 

patterns using shared facilities (the overall population is the employees). To conclude this 

section,  there  are  some  remarks  on  user  choices:  price,  maximum  range,  environmental 

impact, performance, durability and convenience are the attributes considered to influence 

the users choice in addition to social preferences and individual priorities.  
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Many studies whether consumer or EV user studies focused on the limited range of EV, the 

following sub section focuses on several range related studies. 

 

Figure 5‐12: Mapping EV user studies 2013‐2014 

Range location–related studies 

Limited  range  was  addressed  in  14  studies  varied  between  consumer  and  EV  user,  see 

(Figure 5‐13), highlighting  the consumer studies  in  red and  the EV user  studies  in green. 

Hidrue  et  al.  (2011)  attempted  to  predict  the  EV  diffusion  in  the market  addressing  the 

range  as  to  evaluate  the  vehicle  attributes.  Deloitte  Ltd.  study  surveyed  the  purchase 

decision and how fundamental  is the range to the consumer. For the same objective, Pike, 

Leiven et al.  (2011) and Sahran (2013) addressed EV range  in  their  studies  investigating 

the consumer opinions and preferences and what would motivate them to own/lease an EV.  

 

From  a  different  angle,  Bunzeck  et  al.  (2011)  conducted  V2G  project  survey  asking  the 

consumers on the minimum acceptable range. Ernest& Young, ELVA (2010) asked EV users 

about the minimum range they accepted or they would have accepted in their EVs. With a 

different approach, range related questions are addressed in consumer and EV user studies. 

In the latter, the participants have experienced driving the car and thus the questions relate 

to the use of EV rather then to predict behaviour. In order to assist Automotive and battery 

technology providers meet the end user’s design needs, Mackenzi & Keith (2013) surveyed 

the minimum SoC  the users ever  reached  interrogating  the accepted  range  for  their daily 

use.  

 

In  brand‐perception  surveys,  the  range  was  addressed  to  evaluate  the  user  selection 

criteria as was mentioned by Conway (2012)  in  the USA study. EVREST project  surveyed 

the  impact  of  the  EREV  on  the  users  acceptance.  A  further  study  reported  by  Lo  (2013) 

addressed  the  range  in  the  Chinese  market.  The  outcomes  highlighted  it  as  a  barrier  to 
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purchase. Finally, the range was surveyed by OFAS when asking the staff members on their 

individual preferences and how the range and the workplace charging fit within their daily 

routine.   

 

Figure 5‐13: Mapping of range‐related studies 

Commenting on results 

A total of 24 studies including nine EV trials were covered in part B. With a 15 EV studies 

collecting  a  total  of  (m=10,849)  responses  from  the  ,  Denmark,  Switzerland,  Germany, 

France, Austria,  China  and  Japan were  surveyed. As  some of  these  studies  cover multiple 

countries, the total studies were 19 and 13 EV trials. Remarkably, the UK was surveyed only 

once by Ernest & Young (2010), as per the list of EV user studies included in this review see 

(Figure 5‐14). The USA contributed 28% (14 consumer studies and 11 EV user studies) and 

the UK by 11% (10 consumer studies and one EV user study) of the overall studies analysed 

in this chapter.  

 

The  studies  ranged  between  (n=22  to  n=2,039)  including  nationwide  EV  users  studies 

spanning  the  USA.  For  non‐USA  countries,  the  sample  size  was  approximately  (n=165) 

having  the  highest  (n=1,000)  in  Japan,  Europe,  and  China.  Practical  EV  experience  is 

needed to develop an accurate conception of mobility needs and validly state preferences 

for parameters (Derollepot et al., 2014; EVREST, 2012). 
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Figure 5‐14: An overview of EV user studies (with thematic and sample size filters) 

 

To summarise this section, the themes of previously presented EV user studies are: drivers 

profiles,  enablers  and  barriers,  charging  preferences,  range,  infrastructure,  charging,  and 

workplace. The next section presents EV user trials.   

5.6  EV Trial:  User 

As  part  of  an  online  BMW  Mini  E  trial,  UK  (n=40),  USA  (n=450)  (Singer,  2010)  and 

Germany  (n=65)  (Dempster,  2013),  a  structured  questionnaire  and  interviews  were 

designed  by  Ultra  Low  Carbon  Vehicles  Demonstrator  Programme.  The  trial  lasted  for  2 

years,  it  reported  on  drivers’  adaption  to  transition  to  EVs  and  charging  behaviour, 

including routines, infrastructure and barriers. The questionnaire was on a scaled‐response 

base; and the participants were asked to complete at home. The interviews compromised of 

open‐ended  questions,  which  yielded  rich  information  and  a  direct  impact  on 

manufacturers’ and the government’s understanding of key issues. In general, the questions 

were  set  in  the  following  order:  before  using  the  car  (pre‐experience  questionnaire  and 

interview), during the use (first week, and three‐six month trial time questionnaires) and at 

the end of the trial phase (focus group discussions and pre‐post questionnaires). The pre‐

experience section started with testing the participants’ willingness to take part in the trial 

and their environmental awareness level of carbon emissions of the transport sector. This 

was followed by examining the participants’ behavioural  intentions and their typical daily 

driving patterns (e.g., trip length, type, road network pattern, times of day and working or 
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non‐working). In addition to, the anticipated difference in driving patterns that may occur 

in  case  of  driving  an  EV.  Finally,  the  survey  investigated  the  drivers’  confidence  level  in 

using an EV. The pre‐experience questions included: i) with what type of transport would 

you  have  to  go when  you  have  to  go  on  a  long  journey?,  ii) What  do  you  anticipate  the 

biggest differences between an EV and non EV to be?, iii) are you confident in dealing with 

the  differences?,  and  iv)  what  will  take  the  longest  to  get  used  to?.  The  pre‐experience 

questionnaire  was  designed  to  investigate  some  different  areas:  interest  in  technology, 

issues of range (anxiety), expectations of driving, charging, general attitude to EV, driving 

habits,  and purchasing preferences. The  first week of use questions were  focusing on  the 

actual behaviour of users by assigning trained interviewers who are knowledgeable about 

the  key  issues.  This  included:  i)  has  your  typical  day  changed?,  ii)  has  your  driving  style 

changed?, in which way?, and iii) have you established a routine?. 

 

Questions about the transition to using and adapting to the EVs were addressed in the pre‐

final phase of the study (final focus group interview). The discussion aimed at emphasizing 

their  experience,  knowledge  and  opinions  developed  over  the  course  of  the  trial  while 

understanding  the  psychology  underlying  the  adaptability  to  the  EVs  limited  range. 

Moreover, they were asked to report on range anxiety and how the confidence level might 

have  changed  over  time.  Four  main  questions  were  asked:  i)  will  you  be  back  to 

conventional vehicle?, ii) during the trial when using non‐EVs in between, how did you find 

the readjustment?, iii) what would have improved your experience in the trial?, and finally 

iv) what are the most important things to focus on in future development?. The last phase 

of the survey was the post‐trial questionnaires to measure the difference (if any) with the 

results from the pre‐trial questionnaire. It was mainly concerned with the feedback on the 

range matter and charging pattern. There were three questions referring to mileage: i) how 

many miles did you expect confidently to drive with a fully charged battery, ii) what might 

influence the range of the vehicle?, and iii) what range would you consider to be perfectly 

adequate  for  your  daily  use?  In  addition  to  a  question  on  the  charging  times,  it was  also 

explored  into  what  length  of  time  users  felt  appropriate  to  fully  charge  the  battery? 

(Burgess & Harris, 2011). 

 

In  May  2011,  (n=58)  out  of  85  consumers  in  the  UK  were  given  a  direct  experience  of 

driving an EV  followed by an additional questionnaire  to ascertain  their perspectives and 

evaluate  their  feedback. Participants (44 males and 14  females, both groups at age 35‐40 

with no prior experience driving an EV) were recruited from Eon workplaces in the UK and 

provided with the same car model. A large majority of the sample drove regularly on 6 or 7 

days in a typical week. The trial was to provide them a 2009 Mitsubishi I MiEV with a full 
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electric range of 100 miles using 16 KWh Lithium b‐ion batteries. A predefined route was 

told,  a  10 miles  road  trip  on  a  public  road  network.  The  trial  had  two  sections:  the  first 

section was to complete a questionnaire designed to characterise the participants based on 

their  attitudes  to  car  use,  public  transport,  policies  and  regulations.  This  was  designed 

based  on  the  defined  Personality  traits  as  per  Newcastle  Personality  Assessor  (NPA), 

Extroversion,  Neuroticism,  Conscientious,  Agreeableness,  and  as  per  Nettle  (2007). 

Whereas  the  second  section  focused  on  their  attitudinal  elements  regarding  the  EV,  EV 

performance,  owning  or  leasing  an  EV,  purchase  intention,  and  their  perception  of  the 

charging  infrastructure  (current  locations,  size  and  pricing  strategy).  The  findings 

suggested that some consumers might start  to consider EV as a  first or second car  if  they 

had  a  range  of  150  or  100  miles,  respectively.  They  may  be  willing  to  pay  a  modest 

premium  over  conventional  vehicles,  equivalent  to  around  three  years’  running  cost 

savings. Most would recharge at home overnight (Skippon, 2011).  

In August 2011, a study by Nicholas et al, (2013) as a part of the US Department of Energy 

EV  project,  reported  the  results  of  an  online  survey  of  plug  in  vehicles  owners  with 

(n=1,140) respondents, having been asked about the current use of public RFs and needed 

chargers. The sample included (n=1,092) owners of Nissan LEAF (with a 73 miles range), 

and (n=24) owners of a Volt (with a 37 miles range) and (n=24) owners of Tesla (with a 

244  miles  range)  took  the  survey;  charging  patterns  and  the  SoC  were  monitored  and 

reported.  The  participants  were  all  EV  owners  in  California.  The  project  provided  free 

domestic  chargers  in  exchange  for  participation.  The  survey  was  designed  to  determine 

how  the  EV  commuters  were  using  their  vehicles  and  identify  which  locations  were 

(perceived to not being possible) to travel to due to limited range, range anxiety, and what 

are their location preferences. An interactive Google map interface was used; however, 20% 

of respondents found it problematic and a complex tool to interact with.  

 

The questions started with:  i) current use of the EV and infrastructure to  investigate how 

much of  the vehicle  range people are using and  ii)  the  lowest SoC attained over  the  road 

trips of the EV lifetime. Observations showed that usually the battery capacity is sufficient 

for  the daily use;  however,  the  extremely  cautious users  take  an unnecessary buffer. The 

following  question  concerned  frequency  of  use  over  the  week,  including  the  domestic 

charging while  indicating which  public  one  they  tend  to  use  and which  type  of  charging 

(Type 1 or fast charging). The majority reported workplace charging and 35% didn’t place 

any desired chargers on the map. Another question was about the distance they commuted 

every day to work and based on this EV users were categorised as having a lesser or greater 

than  73  miles  round  trip  commuting  distance.  Due  to  the  spatial  distribution,  study 

observations and recommendations cannot be generalized; though the study was intended 
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to assist planning authorities and policy makers in California and San Diegeo at a local scale 

(Nicholas et al., 2013). 

 

SwitchEV (2011) project led by Newcastle University in the North East of England launched 

an EV trial. For three years, the trial had seen a range of different (n=44) EV users covering 

over  400,000  miles  (SwitchEV,  2013).  There  were  three  studies  undertaken:  pre‐trial 

survey,  post‐trial  questionnaire  and  fast  charging  questionnaire.  In  general,  the  project 

aimed  at  understanding  the  EV  population/predicting  the  future  users  by  sensing  the 

perceptions of and readiness for and of EVs, and investigating the willingness to pay of the 

public. 

 

The pre‐trial  survey  covered  the  following areas:  i) personal  and demographic data  (age, 

house,  own  driveway,  home  insurance,  employment),  ii)  vehicles  and  journeys  (driving 

licence, vehicle model, number of cars  in the household,  types of  journeys, daily mileage), 

iii)  recharging  information  (awareness  of  public  RFs),  and  finally  iv)  data  collection, 

research  and  communications  related  questions  and  contents.  The  post‐trial  included 

questions on the speed of charging events and how this suits the daily routine, the lowest 

level of  charge of battery a driver had  reached,  charging  timing and duration  (due  to  the 

routine or the flat battery), and finally the necessity of having access to public RFs. This was 

followed by a fast charging survey, which addressed the main motivations for using a quick 

charger,  how  often  they  used  it,  and  the  money  spent  whilst  waiting  for  the  car  to  be 

charged (SwitchEV, 2013). The trial was based on tracking the participants and recording 

all  their  charging  events.  For  a  period of  six months,  the drivers  reported  that  they have 

driven further than the UK national average (product of distance commuted and number of 

trips).  The trial was lunching the idea of smart meters and how this can change the charing 

behaviour by avoiding peak times.   

  

In  2013,  a  study  was  conducted  as  part  of  the  SmartCEM  project,  which  aimed  at 

implementing an  ICT platform for  the  integration of EV sharing management, EV efficient 

driving,  EV  navigation,  EV  trip  management  and  EV  charging  station  management.  The 

project  is  currently  on  going  across  seven  European  countries;  four  pilot  studies 

commenced  in  2012  in  Barcelona,  San  Sebastian  and  Gipuzkoa  county,  Newcastle  and 

Reggio Emilia where the survey was executed as part of the pilot study. Two questionnaires 

were designed to test the daily use of alternative means of transport spanning two groups: 

i) EV users within the four pilot sites (n= 274) and it had four main areas: EV acceptance, 

smartCEM services  acceptance,  range  anxiety,  and willingness  to pay.  ii)  non‐EV users  to 

survey their opinion of not using EVs and discover the barriers to uptake (n= 725) (Dell et 

al., 2014; Fernando & Euskandi, 2014).  In addition, an  interview‐based study was carried 
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out by meeting the hybrid buses drivers (n=4) in San Sebastian and reported by Zubillaga 

(2013).  The  interview  included  questions  on:  i)  conventional  and  electric  bus  driving 

history,  ii)  perception  of  driving  an  electric  bus,  and  iii)  the  differences,  concerns, 

expectations, problems, and the advantages and benefits of driving an electric bus. Further, 

the  questions  addressed  the  idea  of  the  amount  of  fuel  being  saved,  the  usefulness  of  an 

electric bus, the change in habits whilst driving an electric bus, the willingness to drive it as 

the primary future form of public transport, and the drivers’ eagerness to have a privately 

owned EV.  

 

In  Germany,  a  longitudinal  field  trip  study  for  private  and  commercial  uses  of  EVs  was 

conducted  by  Globisch  et  al.  (2013).  It  contained  a  trial  of  (n=50)  out  of  58  private  EV 

users.  The  study  included  three  pilot  regions  having  three  online  surveys  and 

questionnaires for 14 months. The three surveys assessed: i) consumer expectations of EV 

prior  to  the purchase (n=858),  ii)  first  impression of  the EV after one to eleven weeks of 

usage  (after  the  trial)  (n=781),  and  iii)  to  experience  after  more  than  three  months  of 

usage (n=690). The surveys comprised of a 6‐point‐scale ranging from “does not apply at 

all”  until  “fully  agree”  presenting  30  questions.  The  respondents  were  asked  in  seven 

sections:  i)  ease  of  use,  ii)  range,  iii)  process  of  charging,  iv)  charging  infrastructure,  v) 

driving experience, vi) costs, safety and reliability and vii) instrumentation and passenger 

compartment,  environmental  friendliness  and  social  environment.  A  further  75%  of  the 

users  were  males,  around  40  years  old  and  highly  educated.  The  trial  lasted  for  seven 

months,  user  acceptance  and  vehicle  characteristics.  The  study  confirmed  previous 

research findings (Anable et al. 2011), it indicated that EVs are rated overall very positively 

in the whole sample for the ease of use. Private users indicated that social influence (Word 

of Mouth‐WoM) is very important for the intention to adopt an EV, which confirms Anable 

et  al.;  Peters  et  al.  (2011).  Reliability  and  cost  saving  and  infrastructure  were  all  above 

median.  Range,  price  and  time  of  charge  and  parking  spaces  seemed  to  be  their  main 

obstacles (Globisch et al., 2013).  

 

In  2013,  at  a  community  action  scale,  My  Electric  Venue  project,  led  by  EA  Technology, 

launched  an  EV  trial  (n=100), which  is  comprises  10  neighbours  of  10  neighbourhoods. 

The  idea was  to have neighbours  from  the  same street or very  close participate  in an EV 

trial.  The  technical  trial  is  for  18 months where  the  participants  tried  a  new  technology, 

which will monitor  and  control  the  electricity  used when  the  car was  charged.  A  result‐

driven approach is taken in recruiting new participants. Due to data protection, the results 

were not published. Through this  trial, a more realistic analysis of  its effect on  their  local 

electricity substation was made. As a part of the trial, installation of CPs took place (Piggott; 

Middleton; Gordon‐Bloomfield, 2014; Nowell, 2013).  
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In Ireland, Energy for Generations launched the Great Electric Drive in 2013 and 2014. The 

idea was to invite EV active drivers; EV ambassadors, trial 1 (n=21) and trial 2 (n=26), to 

partake in a one‐year trial, each driver participates for a 4‐month trial. In order to develop 

an  understanding  of  charging  infrastructure  and  technology  requirements,  ESB,  in 

conjunction  with  EU  projects  such  as  TEN‐T,  Green  eMotion,  MobiEurope  launched  a 

number  of  trials  and  surveys  to  analyse  the  charging  infrastructure  and  collect  data  on 

consumer behaviour  and  trends.  In  the  first  trial,  the participants  covered approximately 

105,000 Kms of pure electric driving in Ireland. 

 

The  trial  outcomes  revealed  some meaningful  observations with  regard  to:  performance, 

acceleration, cost savings, and  the reason of purchasing an EV. Cost savings were high on 

the agenda and were cited by 90%. Almost 60% of EV owners drove more than 300km per 

week and 92% of EV owners were driving  their EV at  least once a day with 82% driving 

their EV multiple times a day. In both trials, the ambassadors were able to charge at home 

or  in  the workplace.  For  longer  commutes,  they  used  the  smart  public  charging  network 

located across the country (Ecar, 2014). 

5.7 EV Trial:  User Summary  

In total, nine EV trials were conducted through 13 samples across the UK (seven samples), 

the USA (two samples), Spain,  Italy and Germany (two samples),  see (Figure 5‐15). Total 

number of EV trials’ participants were (m=2268). 

 

 

Figure 5‐15: Mapping of EV user trials 
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The conclusion that can be drawn from the EV trials’ findings is that the range restrictions 

and high costs seem to be the most salient barriers to acceptance of EV. Studying EV social 

practice  is  fundamental,  as  consumers  cannot  anticipate  e.g.,  barriers  and  easiness. 

Understanding  the  e‐mobility  system  is  challenging  as  without  experience,  or  relying  on 

conventional cars  to anticipate behaviour or pattern, will not provide the needed  insights 

for planning and designing new infrastructure. 

5.8 Chapter Discussion 

Results from various surveys have presented a split in opinions between willing to drive an 

EV and  the market barriers and  technology adoption.  Issues addressed  in each study and 

relevant  answers  have  to  be  interpreted  with  caution.  Technical,  demographical  and 

timeframe  considerations  should  be  taken  into  account.  The  temporal  validity  of  studies’ 

results and recommendations are very critical. Potential bias involved when conducting an 

online  survey,  due  to  anonymity  of  the  respondents  in  many  cases  and  especially  with 

surveys, which are opened to self‐selection. The majority of  the studies were  looking  into 

the  consumer’s willingness  to drive  an EV and  the driver  feedback. This  includes owning 

and  leasing.  In  a  sense,  this  may  indicate  the  necessity  of  understanding  the  barriers, 

incentives, and  the end‐user emerging design needs (car and  infrastructure) affecting  the 

diffusion of EV models in the market. The studies were compiled into chronological order, 

some  years were  quantitatively  and  qualitatively  rich  periods  of  studies.  The  years  2011 

and 2013 contributed 70% of the reviewed studies. The drop in the published EV studies in 

the year 2012 may have  indicated the market saturation  in the year 2011. The year 2014 

contributed  almost  20% of  the  studies where  70% of  the  studies were  targeting  current 

users, see (Figure 5‐16).  
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Figure 5‐16: 2011‐2014 EV user studies overview 

The introduction of any new technology such as EVs requires extensive research and pilot 

projects (Ecar, 2014). Franke et al (2013) indicated that practical EV experience is needed 

to develop an accurate conception of mobility needs and state preferences for parameters. 

5.8.1  EV triability 

The analysis  revealed  that  the national  travel  surveys currently publicly available are not 

detailed  sufficiently  to  predict  EV  charging  patterns  for  further  assessment.  Therefore, 

either  the surveys should be adapted  to  incorporate new parameters such as driving and 

parking patterns  (on  an hourly basis  for  at  least  a  representative week),  trip diaries  and 

vehicle details, or new, more dedicated surveys should be conducted to derive EV charging 

profile assumptions (Pearre et al., 2010). 

 

Emphasising on EV trials, Golob (1998) stated that survey‐based studies without EV trials 

are  often  criticised,  as  respondents  are  usually  not  familiar  with  EVs,  thus  do  not  have 

enough experience to assess such technology. SwitchEV reserch’s underscored the finding 

that  the  period  of  EV  adaptation  requires  learning.  The  UK’s  Department  for  Business 

Enterprises and Regulatory Reform (BERR) published a study on uptake scenarios for EVs. 

The report stressed on the significance of triability in EV adoption. IET (2011) and Hatton 

et  al.,  (2009)  reported  on  the  resistant  to  radical  or  untested  technologies  indicating 

triability as a contributor to innovation uptake, saying:  
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“New EV drivers may be precautious, so triability should be emphasised.” 

[Hatton et al., 2009] 

 

There are issues and questions arise from early trials, which help facilitate a useful flow of 

information (IET, 2011). One of which  is  the change  in  the daily routine. Significant steps 

have to be taken by the EV user to accommodate the vehicle into their lives. Neumann et al., 

(2010) also mentioned the  field studies as  these studies reveal many  facts with regard to 

driving  experience.  Application  of  a  longitudinal  trials,  especially  with  EV  users  not 

consumer,  allows  drawing  valid  conclusions  about  changes  in  attitudes  and  behaviour 

unlike short surveys.  

 

In  this  chapter,  there were 16  trials  (consumers 38% and users 62%),  see  (Figure 5‐17). 

These trials collected (m=6,777) responses. Consumer trials  focused on performance and 

acceptance, driving patterns, EV consumption and charging evaluation, safety implications, 

forecasting EV diffusion in the market. Whereas, EV user trials focused on driver’s adaption 

to transition to EVs and charging behaviour, attitudes and users’ perspectives, perception of 

current  charging  network,  understanding  the  daily  use  of  EV  in  urban  context  and 

predicting  future  users’  profiles,  users’  expectations,  understanding  purchase  intention 

process, and finally technology acceptance and affordability. 

 

 

Figure 5‐17: Bar chart of the 16 trials of EV potential and EV users 

The trials with large sample sizes were: i) carried out for shorter terms, ii) spanning large 

regions  or multiple  countries,  iii)  population  or  consumer  focused.  Before  driving  an  EV, 

the majority of the consumers expected to be constrained by the limited range (Neumann et 

al.,  2010) which  shows  that  anxiety  is  a pre purchase  condition  (Raia, 2014).  In order  to 

generalize  the  results  a  validation with a  larger, more  focused  sample  should be  selected 

(Neumann et al., 2010). 
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5.8.2  EV triabil ity effect  on the attitude‐behaviour process 

The  formation  of  the  attitude  affects  the  consistency  of  the  attitudinally  behaviour.  

Individuals  express  their  attitudes  toward  objects when  needed,  depends  on  the  activity 

they are engaged with  (Foster, 2001). As Fazio et al  (1983) explained attitude‐behaviour 

process,  the  strength  and  formation  of  the  attribute  moderate  such  relation.  Attitude 

influences  behaviour  through  several  mechanisms.  Attitude  is  knowledge  and  a  self‐

expression  function;  it  helps organising  information  and expresses  their  opinions.  Events 

trigger and motivate  the  individual  to say  their opinions (attitude),  like an  interview or a 

questionnaire  (Foster,  2001).  The  attitude  is  postulated  to  act  as  a  determinant  of  the 

attitude  to  behaviour  process.  In  behavioural  experience  (direct  experience  like  trials), 

Fazio  et  al  (1983)  suggested  that  an  individual  finds  behaviour  toward  an  object  to  be  a 

very indicative reflection of their evaluation. Attitude associability determines how (direct 

and indirect) experiences differ in the degree to which they prompt attitudinally consistent 

behaviour.  In  the  EV  context,  this  is  reflected  in  the  feedback  of  consumers  having  pre‐

experience driving an EV to build on their perception, see (Figure 5‐18). This can be a trial 

or a several rides from another family member who has an EV or a friend. Previous studies 

which reported EV trials, reported a more positive perception compared to potential users 

who didn’t have such direct experience (Blythe, 2013; Robinson et al., 2013; Cocron et al.; 

Browne et al., 2011;  Steve; Carroll & Walsh ; Future Transport Systems, 2010); 

 

Figure 5‐18: Attitude‐behaviour diagram‐EV use 
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5.8.3  EV studies comparability 

Another  challenge  regarding  the  comparability  of  data  from  various  country  surveys 

concerns  the  slight  differences  in methodologies  applied  (Pasaoglu  et  al,  2013).  Another 

element  of  comparability  is  the  best  selling  or  common  brand  in  each  country.  As  per 

Conway (2012) reporting USA survey in 2011, the 10 brands were surveyed among a long 

list of attributes in a car‐brand perception survey, which did not include Nissan LEAF.  

5.9  Concluding Remarks 

This  chapter  provided  a  thorough  review  of  EV  related  studies  that  explored  various 

insights  into  the e‐mobility system of different  regions. The chapter addressed one of  the 

thesis  objectives,  which  is  to  understand  the  e‐mobility  system  and  the  main  issues 

associated with the context of EV use. 

 

Objective 2: Explore the charging pattern, profiles and personas of EV 

users, which responds to the diminished range anxiety issue of driving an 

EV. 

 

Table 5‐1 summarises all consumer and EV user studies and EV trials previously discussed 

in this chapter. The table displays the studies in a chronological order using filters: sample 

size, thematic, and geographical location. 
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Table 5‐1: EV user trials‐ Consumer and EV User studies 
 

    Consumer 
Survey/ 
Interview 

    EV User  Survey/ Interview 

   Year  Sample Size  Geographical     Year 
Sample 
Size 

Geographical 

1  2005  n= 602  Canada  36  2001  n=179  Switzerland 

2  2007  n= 1,100  UK  37  2009  n= 50  Denmark 

3  2007  n= 2,373  USA  38  2010  n=1,000*4 
USA, Europe, China, 
Japan 

4  2009  n= 1,974  Turkey  39  2011  n=92  Germany 

5  2009  n= 3,029  USA  40  2012  n= 2,039  USA 

6  2009  n= 809  Portugal  41  2012  n=1,151  USA 

7  2010  n= 200  Hong Kong  42  2012  n= 443  USA 

8  2010  n= 13,000  17 Countries  43  2012  n= 500  USA 

9  2010  n= 309,163  USA  44  2012  n= 22  USA 

10  2010  n= 2,300  USA and UK  45  2012  n= 32 
Germany, France, 
Austria 

11  2010  n= 1,046  USA  46  2013  n= 1,004  USA 

12  2010  n= 7,003  13 Countries  47  2013  n= 125  USA 

13  2011  n= 548  USA  48  2014  n= 265  USA 

14  2011  n= 1,899  8 Counties  49  2014  n= 93  Netherlands 

15  2011  n= 8,417 
France, Germany, 
Spain, and UK 

50  2014  n= 250  USA 

16  2011  n= 1,100  Europe 
       

17  2011  n= 2,302  USA 
   

EV User  Trial  

18  2013  n= 1,051  USA 
 

Year 
Sample 
Size 

Geographical 

19  2011  n= 1,152  Germany  52  2010  n= 555  3 Countries_Mini BMW 

20  2012  n=1,702  USA  53  2011  n=58  UK 

21  2012  n=4,240  UK  54  2011  n= 1,140  USA 

22  2012  n= 250  South Korea  55  2011  n= 44  UK_SwitchEV 

23  2012  n= 1,785  China  56  2013  n=274  3 Countires_SmartCEM 
24  2012  n= 234  9 Countries  57  2013  n= 50  Germany 

25  2013  n= 3,000  USA  58  2013  n=100  UK MYElectricAvenue 

26  2013  n=1,084  USA  59  2013  n= 21  Ireland TEN‐T EU 

27  2014  n= 962  UK  60  2014  n= 26  Ireland TEN‐T EU 

28  2014  n= 3,000  Germany and UK 
       

   
Consumer  Trial  

       

 
Year  Sample Size  Geographical 

       
29  2007  n= 113  SmartMove UK 

       
30  2007  n= 190  SmartMove UK 

       
31  2011  n= 448 

Atlanta counties 
USA 

 
     

32  2011  n= 76  V2G Canada 
       

33  2011  n= 70  Berlin Germany 
       

34  2012 
n=c.600eac
h 

EU 6 Countries 
       

35  2013  n= 12  Northumbria UK 
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This chapter explored the variance of studies in terms of sample size, location and targeted 

sectors. Regardless of the variations and considerations taken into account when analysing 

the studies, there are some key findings that can be observed.  

 

1. Range  is  a prior  to purchase phenomenon; users  found  the vehicles normally had 

enough charge for their intended journey (Lenz, 2014; Mackenzi & Keith; Huertas; 

Lo, 2013; Conway; Pike; Newman et al.; EVREST, 2012; Peters et al., 2011, Lieven et 

al.; Bunzeck et al.; Hidrue et al.; Lesemann et al., 2011; Deloitte, 2010).  

 

2. A  single  prototype  does  not meet  all  consumers’  EV  preferences  (e.g.,  type,  price, 

range) depends on their use of the EV (Lenz, Burke, OFAS, 2014; Dempster, Carley 

et al., 2013, Axsen & Kurani, Baptista et al., Pike, 2012; Accenture, Lesemann et al, 

Bunzeck et al, Anable et al, Hidrue et al, Lieven et al., 2011; Peters et al., Vyas et al., 

2011; Ernst & Young, Deloitte, Rodriguez, 2010). 

 

3. Trials  affect  the  perception  of  users  as  it  allowed  them  direct  experience.  As  per 

Liven  et  al.  (2011),  82%  of  the  public  participants  considered  owning  an  EV 

compared  with  56%  from  a  captive  test‐drive  audience.  Consumers  feel  more 

positive  about  EVs  (especially  regarding  the  range  issue)  after  taking  part  in  the 

trial  (OFAS,  2014;  Globisch  et  al.;  Nicholas  et  al.;  Zubillaga,  2013;  Skippton  & 

Garwood,  Burgess  &  Harris,  2011;  Carroll  &  Walsh;  Smart  Move;  Pearre  et  al., 

2010). During  test drives  the EV exceeded  the general public’s expectations on all 

monitored performance aspects (Carroll & Walsh, 2010).  

 

4. EV  questionnaire  and  survey‐based  studies  should  be  designed  considering  the 

following observations: 

 

i) Potential  users  may  indicate  the  level  of  awareness  of  the  existing  charging 

network but will not reflect how integrated it is; 

ii) EV users’ feedback on the current charging network is fundamental and this will 

not be obtained without asking particular questions on particular RF; 

iii) Linking  age,  gender,  years  of  driving  an  EV  to  how  confident  is  the  EV  driver 

would explore more insights of the social practice; 

iv) More visualisation is needed; 

v) Range matter has to be addressed  in a way that  the user can express how they 

feel or react. Stimulating a scenario or visualising the distance and the SoC would 

be effective; 
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vi) The  SoC  is  one  of  the  overlooked  variables.  User  studies  are  the  best  tool  to 

investigate the SoC (SoC upon arrival at the CP); 

vii) Data analytics of user studies it is as important as the design of questionnaire; 

viii) Spatial and temporal tools (maps and relating time to SoC) are recommended; 

ix) Having  a  small  sample  size  and  detailed  questionnaire‐based  study  is  more 

expressive and will provide meaningful observations compared to short surveys 

disseminated among bigger sample of participants; 

x) The Social media  is one of  the e‐mobility mechanisms,  analysing  it would  shed 

light on the social practice of driving and EV. 

 

Each study was carried out for a reason and was trageting a focus group at a certain time, 

which  is  the  main  pitfall  of  meta‐analysis  (Nordelof  et  al.,  2014),  the  results  of  studies 

should be seen in certain context. 

 

As it is discussed in Table 5‐1, these studies are more focused and oriented to the end‐user. 

This set of studies tests the charging patterns and attempts to identify the pros and cons of 

the system use. The self‐selection approach is still possible in this set as in studies carried 

out  in  large  regions meeting  every  participant  is  not  feasible.  Online  user  interviews  are 

very useful especially in a niche market.  Potential obstacles and are summarized below:  

 

i) lack of fast charging infrastructure; 

ii) lack of charging stations at destinations at the moment; 

iii) lack of education on these topics, more education is needed to raise awareness; 

iv) costs  of  batteries,  vehicles,  fast  charging  stations  and  electricity  are  cited  as 

concerns; 

v) range anxiety is an obstacle for some drivers; 

vi) difficulties with multi‐family dwelling units. Respondents indicate problems with 

getting charging stations at rental apartments (ElBanhawy & Nassar; ICF, 2013); 

vii) the majority of people are not testing the limits of their EV or they simply have 

nowhere to travel or to charge (Nicholas et al., 2013). 

 

Understanding  the  customer’s  needs,  and  correctly  segmenting  vehicle  buyers  by  range 

needs,  appears  to  be  a  more  cost‐effective  way  to  introduce  EVs  than  assuming  that  all 

buyers,  and  all  drivers,  need  currently‐expensive  large  batteries  or  liquid‐fuel  range 

extenders (Pearre et al., 2010). End‐user design needs and feedback are essential, as in case 

of negative feedback, this might be a reason for the fact that only very few consumers are 

planning to buy an EV (Lieven et al., 2011). 
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CHAPTER 6.  EV USER STUDY 

 

 

“The North East region has more than enough RFs to make EV a viable transport 

option.” 

 
 

By Newcastle City Council, Transport Office (2014) 
 
 
 
 

This chapter reports on the EV user studies, it presents an EV user study that was carried 

out in October 2014. In total, (n=15) structured interviews were conducted with active EV 

users  who  have  been  driving  an  EV  for  a  minimum  of  one  year.  Another  (n=5)  semi‐

structured  interviews were  carried  out with  smart  transport  local  authorities  and  an  EV 

service provider, CYC Ltd. The data analysis is carried out in 2 different approaches: i) end‐

user analysis at a macroscale level investigating the social practice of driving an EV and an 

end‐user  study at a mircoscale  level, which  includes  the user  study (individual‐based),  in 

Chapter 6. Furthermore it covers the service provider’s dataset to explore and identify the 

charging  patterns  and  personas  of  the  EV  users,  in  Chapter  7.  The  second  side  is  the 

charging network usage and management. The management is addressed through the local 

authorities  and  service  provider  interviews; whereas,  the RF’s  spatiotemporal  analysis  is 

addressed in Chapter 7. It is carried out to interrogate the relationship between the spatial 

arrangement and the behavioural element of driving an EV (charging pattern), see (Figure 

6‐1).  

 

Figure 6‐1: The two sides of EV data analytics 
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6.1 Introduction: The Social Practice of Driving an EV 

The current EV users see themselves as a community; they liaise with each other through 

Social media  suggesting  indispensable  tools  and many  phone  and  computer  applications 

that can help the driver to familiarise with the charging network and all related issues to EV 

use. The Social media is used for posting updates and spreading news of interest for any EV 

user.  The  users  tend  to  help  other  EV users  benefit  from  their  experience  and  share  any 

piece of information that can assist them in their daily trip, see (Figure 6‐2). In some other 

cases,  users  ask  for  help  and  call  for  owner  corporation,  see  (Figure  6‐3).  Due  to  the  e‐

mobility  network  instability,  immature  monitoring  systems  and  available  database,  EV 

drivers always tend to double‐check the information from different sources. This happens if 

the  driver  is  taking  a  non‐routine  journey,  which  requires  further  planning.  As  was 

explained  in  Chapter  2  (2.1.2  Actual  daily  driving  needs),  this  might  occur  two  to  three 

times  a month,  however,  when  needed,  the  EV  user  would  need  to make  sure  where  to 

charge their car. 

6.1.1  Social media  

In order to deal with the EV technology, the user attempts to find a mean of communication 

or interaction with other users to gain reassurance. The use of Social media was and is still 

one  of  the  tools  that  EV  community  uses  to  interact.  It  plays  a  major  role  in  sharing 

knowledge and experiences among users.  

 

The  Social  mediation  evolved  by  the  emergence  of  EV.  Users  discuss  the  social  practice 

especially  over  Social media  (Axsen & Kurani,  2013).  Social  influence  plays  a  key  role  in 

market  dynamics  (Axsen  et  al.,  2013),  if  the  hurdles  the  current  users  are  facing  are  not 

resolved, this would result in negative Word of Mouth (WoM) that could lessen EV diffusion 

in the market (Kearney, 2011). Innovative technology adoption is driven by motivation for 

purchasing and willingness to pay. Learning processes are a critical dynamic in the spread 

of new technologies (Turrentine et al., 1992). To advance technologic diffusion beyond the 

early adopters, EV must appeal to the majority of consumers (Cooper, 2014).  

Charging network websites 

This refers to the national charging network websites and blogs that provide updates for all 

CPs  statuses  across  the UK. Each  service provider e.g.,  CYC,  in  the North East of England, 

Source  London,  and  Chargemaster  Places  Ltd.  covering  mainly  Midlands  and  South  of 

England,  have  their  own websites  and  live maps  to  show  the  charging  network  updates. 

However,  these  websites  are  deemed  insufficient  for  the  overall  EV  population.  A  user 

would  like  to  see  an  overview  of  the  national  network  (constructional  and  operating 
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updates) while  being  categorised  by  the  service  provider,  socket  type,  and  power.  These 

filters are very fundamental for any EV driver (compatibility and availability).  

Twitter 

The  Social  media  Twitter  has  gained  popularity  among  EV  users  in  the  UK.  More  than 

10,000 users across the country are using it frequently. The highway agency runs a number 

of  Twitter  channels  to  help  the  public  plan  their  journey  and  arrive  at  their  destinations 

(UKGOV, 2012). In Twitter, there is a hash tag  #UKCharge, which started in July 2012. This 

is one of the very popular UK Social media in the context of EV. Jointly with @ElecHighway 

updates  and  tweets,  EV  users  communicate  and  interact  virtually.  The @ElecHighway  is 

dedicated for the EV infrastructure and was launched in June 2012 as the first official home 

of  the  UK  first  national motorway  network  of  charge  points  for  EVs.  It  carries messages 

around the current state of the working CPs across the UK. In December 2014, there were 

1,600 followers and 1,563 updates were sent (Highways Agency, 2012).  

 

Figure 6‐2: Twitter: #UKCharge, pieces of information that can assist other EV users 
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Figure 6‐3: Twitter: #UKCharge, a tweet shows owner cooperation 

A longitudinal study on the Twitter website shows the trend of users’ reactions towards the 

EV  use.  The  study  analysed  #UKCharge  tagged  tweets  for  the  month  of  November  in 

consecutive  years  (2012  to  2014).  The  number  of  tweets  increased  by  the  years  of 

operations, see (Figure 6‐4). In November 2012, there were 58 tweets, in November 2013 

the  tweets  reached  198,  and  by  November  2014  had  reached  275  tweets.  This 

incorporation  of  digital  technologies  has  started  to  attract  discussion  in  a  range  of  fora. 

Also,  this  sheds  light  on  the  importance  of  having  an  advanced  monitoring  system  that 

would better notify and communicate between the users and the charging network.  
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Figure 6‐4: Tweets records November 2012‐2014 

6.1.2  EV forum: LEAFTalk 

One of the very successful examples of the community actions is the Nissan unofficial forum. 

LEAFTalk is an unofficial Nissan LEAF online forum for owners where they share their 

experience and post updates (Nissan LEAF, 2014a), see (Figure 6-5).  

 

Figure 6‐5: LEAF Talk: a proposed application by a user 

 

This  forum was  launched  in March  2011 by Nissan  LEAF pioneers who  are  interested  in 

sharing  knowledge  and  experience  of  driving  an  EV  in  the  UK.  Via  the  online  discussion 

system,  all  registered  users  may  express  the  views  and  opinions  about  individuals  on 

shared posts. 

 

“The public sees the importance of installing CPs in the workplaces in the 

first place. In mall parking areas, leisure activities, major employers like 

schools, colleges, universities, hospitals, police station.”[Anonymous EV 

Driver I, 2012] 
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“The bare minimum is to provide charging services in these relevant areas, 

City councils are the ideal use of EVs.” [Anonymous EV Driver II, 

2012] 

 

“If the individual has a routine and usually commutes a short trip in the city 

road network. If they commute a home-work trip then EV is a sensible 

choice.” [Anonymous EV Driver III, 2012] 

 

An interview was carried out with the LEAFTalk moderator, an active EV user since 2011. 

The  interview (in December 2014) aimed at asking how  the  forum was started,  and how 

does it work.  

“3.5 years ago, I was looking for information before I purchase my old EV, 

automotive manufactures were misleading, and I found this forum.”[LEAF 

Talk Moderator, 2014] 

 

“There is another popular forum, SpeakEV, launched in 2013 and it is 

not only for Nissan LEAF users.” [LEAF Talk Moderator, 2014] 

 

Lay, (2014), is an IT Officer who emphasised the meaningful observations and insights the 

forum provides as being the moderator. Lay mentioned the social practice of EV and how is 

Social media powerful in promoting the market. Through forums, blogs, websites, and user 

interfaces, users receive live notifications and general updates. Moreover, Lay (2014) was 

able to clearly identify the potential user profile based on the exposure he receives from the 

forum.  

 

“EV users are short-distance commuters with more rigid week plans and 

fairly modest requests.” [LEAF Talk Moderator, 2014] 

“They think ahead, they do not want to spend money on the long 

term.”[LEAF Talk Moderator, 2014] 

“Believe that by driving an EV, they would contribute to lessen the 

environmental burdens of ICT.” [LEAF Talk Moderator, 2014] 

 

6.1.3  EV clubs   

Further  aspect  of  the  social  practice  is  EV  clubs.  In  the  USA,  there  is  an  EV  club  named 

Eastern Electric  vehicle  Club  (EEVC)  in Pennsylvania.  This  club had 20 EV users  in  2013 

and they run monthly forums and also they run relay twice a year, see (Figure 6‐6). These 

relays aim at testing the confidence level of users as the club committee tracks the charging 

events of each participant to measure the minimum SoC, type and location of RF that was 

used.  With  a  quick  interview  in  June  2013  with  the  Club  Chair,  Olive  Perry,  he  said 

commenting on the club objectives: 
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“EEVC has a free membership. Likewise other car clubs, these clubs can 

be used as satisfaction indicator as it reflects the end-user feedback.”  

 

 

 

Figure 6‐6: Shots taken from Eastern Electric Vehicle Club (EEVC) forum‐June 2013 

6.2 Interview with Local Authorities and Service Providers 

As it was discussed in the previous chapter, meeting potential users with no EV experience 

will  explore many  aspects  of  the  system;  however,  design  for  future  RFs  should  not  rely 

only on this solely (Dimitropoulos et al., 2011). Meeting individuals with an EV experience 

is  more  realistic  and  sensible  as  it  is  based  on  practice  not  hypothetical  or  predictive 

thoughts  based  on  ICE  experience.  In  addition,  interviewing  e‐mobility  stakeholders 

explores other sides of  the e‐mobility system. EV stakeholders  include key persons  in  the 

automotive  industry  like  Nissan  and  Tesla,  planning  authorities  and  town‐city  planners 

(Newcastle  city  councils  and  others),  utilities  management  (CYC),  Traffic  Management 

Monitoring Authority (UTMC), pioneer researchers  in  the area, and more  importantly  the 

user. Furthermore, meeting them at a later stage of the research opens channels for a high 

quality level of validation and verification and examines the research creditability. It is very 

difficult  to  get  the design  requirements  from  the  end‐user.  Starting with  local  authorities 

travel office and town city planner, interviewing Herbert,  2011, helped identify the current 

EV system mechanism.  
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“There are different RF management companies (e.g., CYC, 2010) and 

(Source London, 2010) and each of these companies has its own business 

plan and scheme. There is an emergent system (whitelist Scheme) that allows 

the driver wherever he lives in (North East and London Central), uses the 

publically available CPs.” [Smart transport Officer, 2011] 

 

Herbert spoke about the standardisation and regulations that govern the e‐mobility system 

in the UK.  

“Newcastle City Council has an interest in finding a constructive and 

rational methodology that can be employed to RF location problem. The 

locations of the existing RFs were not wisely selected; the process was driven 

by business models and incentives.” [Smart transport Officer, 2011] 

 

A  further  two  interviews  were  carried  out  with  the  CYC  Sales  Manager,  Prescott  and 

Infrastructure Director, Wardle. The first interview with Prescott, was in 2011 prior to the 

research where she spoke about  the  type of data  that  can be retrieved  from the charging 

network,  level  of  granularity,  administrative  fees,  agreements  with  other  network 

providers, and some insights into service management and future expansion. 

 

“Once the EV driver registers, they can have access to all CYC points 

whether as a ‘pay as you go’ option or an upfront administrative fees option, 

and may have access to other providers in the Whitelist Scheme. The WLS 

is a consortium agreement that accepts and 174 nalyzing 174 n 174 

registrations for various EV utilities management companies in the UK.” 

[CYC Sales Manager, 2011] 

 

“The data availability is a main issue as this data falls under data 

protection and freedom of information matters.” [CYC Sales Manager, 

2011] 

 

Both Herbert and Prescott emphasised the number of CPs that are under used. They were 

looking  for  a  tool  to  assess  the  current  system  and  investigate  the  factors  that  affect  the 

poor level of usability.  

 

“Actually, this is even more important than planning for the new EV 

generations. Since Newcastle is saturated with the number of the installed 

CPs, assessing and analysing the current system is a priority”.[Smart 

transport Officer, 2011] 

 

A post research interview was carried out with CYC Infrastructure Director, Wordle, 2014, 

addressing  how  the  present  research  would  help  the  company  management  improving 

their  business  plans.  The  interview was  a  partial  validation  of  the way  the  variables  had 

been selected, quantified and processed in the model.  
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“Developing a methodological approach to assist planning authorities and 

policy makers to better understand, analyse and design RFs.” Wardle 

(2014) conceived public engagement and sending messages to planning 

authorities are fundamental.” [Infrastructure Director, 2014] 

“A further 40% of the CPs in Newcastle and Gateshead area are 

underused.” [Infrastructure Director, 2014] 

 

According  to  the  latest  update  of  CYC,  the  total  number  of  registered  drivers  in  the 

Newcastle and Gateshead area was 420 (CYC, 2014).   Focusing on  the NE1, NE4 and NE8 

users, there was a noticeable change spanning the last three years. In 2011, the number was 

91, and reached 120 in 2012 and in 2013 increased to 425.  

 

“There are over 500 publicly available CPs and 12 fast-charging points 

(Type 3) in the North East.” [Infrastructure Director, 2014] 

“Nowadays, households are advised and encouraged to have a home 

installation of an EV charger. Until August 2014, PodPoint Company 

supplied and installed domestic chargers free of charge.”[Infrastructure 

Director, 2014] 

 

The fourth and fifth interviews were with the traffic management and monitoring authority 

in Newcastle, in 2011 and 2014. King (2011) provided an insight of the monitoring system 

and  level  of  traffic  flow  (congestion,  engineering  work,  peak  times  etc.)  they  reach  in 

providing updates to drivers and local authorities.  

 

“Our unit prime concern is the effect of alternative means of transport in the 

traffic network. We need more information about the charging pattern and 

planning tool that will help identify the charging hotspot and the effect on the 

network.”[UTMC Manager, 2011] 

 

The second meeting with King was conducted in 2014. The interview was manily covering  

the current situation of Newcastle transport system. 

 

“Anticipating charging corridors in the network would be ideal and essential 

especially when the EV market reached a maturity level and be at a 

mainstream level.” [UTMC Manager, 2014] 

 

“We should be aiming at an integrated system where the cameras capture 

congestion, engineering works, weather condition, and refueling stations’ 

corridors updates. This is feasible.”[UTMC Manager, 2014] 

 

A  further  interview  was  conducted  with  the  Spatial  Planning  South  Tyneside  Council  in 

2014. The interview focused on the planning strategies of the urban cores of Newcastle, this 

interview is reported in Chapter 7. 
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6.3 Obtaining User’s Insight‐EV Interview 

A questionnaire‐based interview was designed to investigate the EV users preferences and 

their  network  spatial  awareness  of  the  existing  charging  infrastructure  of  Newcastle‐

Gateshead area. The questionnaire was disseminated among  (n=15) EV users  in October 

2014. Each  interview takes approximately 35 minutes and consists of 5 sets of questions. 

The  interview  responses  were  analysed  using  content  and  clustering  analyses.  In  the 

following lines, each set of questions is presented, followed by analysis. The second part of 

the  chapter presents  the  clustering  analysis  investigating  the users profiles  and  the main 

predictors that affect the users charging patterns.  

 

A  total  of  15  participants  (7 males  and  8  females)  at  a  Newcastle‐Gateshead  Area  were 

selected. The selected sample covered a wide spectrum of active EV users who may have 

access to domestic, workplace or public CPs, users’ data is provided in Table 6‐1.  

Table 6‐1: EV study: participants’ information summary spread sheet 

ID  Ownership  Gender  Age 
EV 

drive/year 
Average 
Daily Ms 

Living 

EV1  Private Car  Male  c. 50  2 years  20 Miles  NE7 
EV2  Private Car  Female  c. 30  3 Years  30 Miles  NE21 
EV3  Private Car  Male  c. 50  2 years  30 Miles  SR2 
EV4  Private Car  Male  c. 50  3 Years  30 Miles  NE25 
EV5  Pool Car  Female  c. 30  2 years  30 Miles  DH3 
EV6  Pool Car  Male  c. 50  3 Years  20 Miles  NE2 
EV7  Pool Car  Female  c. 30  3 Years  10 Miles  NE6 
EV8  Pool Car  Female  c. 30  3 Years  10 Miles  NE2 
EV9  Pool Car  Male  c. 40  3 Years  40 Miles  NE38 
EV10  Private Car  Male  c. 30  3 Years  10 Miles  NE7 
EV11  Private Car  Female  c. 40  3 Years  10 Miles  DH1 
EV12  Private Car  Female  c. 30  3 Years  20 Miles  NE3 
EV13  Pool Car  Female  c. 30  3 Years  20 Miles  NE21 
EV14  Private Car  Male  c. 40  1 Year  40 Miles  DL16 
EV15  Pool Car  Female  c. 30  1 Year  10 Miles  NE6 

 

The participants have been using the EV Nissan LEAF for at  least 12 months and living or 

working in the inner urban core of Newcastle. The sample size encompasses private users 

(own their EVs) and fleet users (maybe used for private purpose). The interviews aimed at 

evaluating the behaviour of EV use (private and fleet, 50% split). The intention of including 

fleet users is to gain insights into the use of EV from a different angle.  
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6.4 EV Interview: Participant’s Profile,  Motivation and EV Use  

The first set of questions investigated participant’s profiles and purchase intention process. 

The set contains two questions: 

 
1. Profile: age, gender, home address and work location? 

 
2. What motivated you driving an EV? (Private EV users) 

This section aimed at  investigating the attitude toward willingness to use an EV. The first 

question  addressed  the  participants’  profiles,  responses were  tabulated,  see  (Table  6‐1). 

Gender  and  age  are  basic  criteria  addressing  socio‐demographic  side  of  EV  and  non  EV 

mobility studies. Understanding gender differences is essential to policy, marketing, and EV 

charging  infrastructure  deployment  to  ensure  that  sustainable mobility  is  appealing  and 

accessible to all users (Caperello et al., 2014; Franke & Krems, 2013b). Gender has been an 

influential  factor  that  determines  the  driving  habits.  The  gender  dynamics  of  consumer 

tastes in the context of EV was addressed in previous studies (Hjorthol; SwitchEV, 2013). In 

order  to explore  the possible nexus between  the different dependent variables  that affect 

use of EV,  the variables are assessed with respect  to  the gender.   The  first variable  is  the 

age, see (Table 6‐2). The majority of users are senior males and young females.  

Table 6‐2: EV participants’ age versus gender (n=15) 

Drivers    Male  Female 

c .  30  7%  47% 
c.  40  13%  7% 
c.  50  27%  0% 

 

The second question addressed the decision of electric driving (particularity owning an EV 

referring  to private users). Usually  the main  intention  to purchase  is a  replacement of an 

old car or shifting to car as a primary form of mobility (Rolim et al., 2014). The participants 

(n=15)  responded  to  this  question  differently.  Motivations  ranged  between  the 

environmental  concerns  of  conventional  means  of  transport  40%,  the  habit  of  being  a 

technology  geek  8%,  long‐term  based  financial  calculations  30%,  the  self‐satisfaction  of 

being early adopters 12% or a risk taker (Social  image) 10%. Based on the content of the 

responses, a flowchart was developed, see (Figure 6‐7). The users indicated their opinions 

about purchase intention process. 

“I had an accident and my car was a total loss. I had a road trip with my 

friend who has an EV, and guess what, the very next day I decided my next 

car is NissanLEAF.”[EV 2, F, c.30] 
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“I am happy to use an EV but still will not buy my own.”[EV 6, M, 

c.50] 

 

“I would recommend the EV for those who commute short distances to 

work.” [EV 12, F, c.30] 

 

“I am very passionate about it. I work for a service provider and I can see a 

very positive future of charging points deployment.” [EV 12, M, c.40] 

The purchase decision  takes  time and passes  through phases. Based on  the  interviewers’ 

responses to this question and to the following “Access to charge” question, a flowchart was 

drawn to illustrate the process, see milestones in (Figure 6‐7), and the process may end up 

purchasing  a  conventional  car.  One  of  the  key  factors  is  to  have  access  to  charging 

(domestic) and workplace.  

 

 

Figure 6‐7: EV purchase intention process flowchart 
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6.5 EV Interview: Access to Charge, Workplace and Charging 

Frequency 

The  second  set  of  questions  addressed  charging  preferences  and  daily  trips.  The  set 

contains five questions: 

 

3. Do you have access to domestic charging? Workplace charging? If you do not 
have access to domestic charging, would you still consider having an EV? 
 

4. What is the average of your daily destinations? (Number of destinations you 
reach- number of trips) Example: 2 destinations  (xxxx and yyyy) 
 

5. How many times (in days) you drive your EV/ week?  
 

6. How many times you charge your EV/ week? 
 

7. What is the usual SOC that you arrive to a charging point? Example: 20 
miles left OR 10% of the battery charge left. 

 
 

The  third  question  is  associated  with  the  purchase  intention  and  process.  As  shown  in 

Figure 6‐7, the first milestone of the process arises with the exploration phase of a possible 

available domestic charging facility. This was reflected on the third question responses as: 

all  private  users  had  full  access  to  domestic  chargers.  The  private  users  indicated  the 

importance  of  domestic which  proves  the  previous  studies’  outcome  (Rolim  et  al.,  2014; 

Skippton  &  Garwood,  2011;  Anable  et  al.,  2011).  All  private  users  responded  that  they 

would not have contemplated buying an EV if there was no access to a domestic charging. 

However, this is not the case for all EV users, fleet users have a different opinion.  

 

“I do not worry too much about the non domestic charging, I do the daily trip 

planning briefly on my head as there are only 3 or four destinations.”[EV 

1,M, c.50]  

 

“My wife always asks me if I charged my car though she never voluntarily 

plug it in when both at home”.[EV4, M, c.50] 

 

“I drive my EV for everyday use. This does not mean I can only rely on 

domestic charging.” [EV11, F, c.40] 

 

“I am a fleet user, I never charged at home.”[EV13, F, c.30] 

 

The  second milestone of  the purchase  intention process  is  the workplace  charging which 

was reflected by the respondents’ feedback. Recently, workplace charging has gained more 

attention  by  the  stakeholders  and  the  end‐users.  After  checking  the  domestic  access,  the 

selection of the EV model takes place. By this the attitude phase finishes and the use of EV 
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starts  where  the  driving  and  charging  behaviour  commences  (Turrentine  &  Lentz, 

2011;Turrentine et al., 1992).  

 

“I live 3 miles away from work, I do not have kids at school, and Nissan 

Office is next my Office, so why to worry? However, if any of these 

parameters change, I have no idea what to do.” [EV2, F, c.30] 

 

“I used to charge at home until I know that I may charge at work and even 

cheaper. Now my domestic charger is the workplace one.”[EV14, M, c.40] 

 

The fourth, fifth and sixth questions addressed the number of destinations per day and the 

use and charge frequency of the EV over the week. The 15 responses were analysed and a 

visualisation of  the driver’s diary was created,  see (Figure 6‐8). The average of weekday‐

daily destination rate is two (work+ school (drop‐Off /pickup)); however, the school is on 

the way home, which does not consume more than two to four miles extra to the road trip, 

see (Figure 6‐8).  

 

The  workplace  charging  practice  has  a  different  nature  than  public  charging  network. 

Employers as public or private bodies, promote an environmental image by providing CPs 

(workplace CPs) and offers EVs to their employees. This refers to two other types of cars: i) 

fleet  for work use only and  ii)  fleet  for work and private use. The  first  type  is  the case of 

fleet  users  interviewed.  Furthermore,  community  interest  groups  like  public  access  car 

clubs, started to include EVs in their fleet (CoWheels, 2011; Fleet Drive Electric, 2008). Car 

sharing  is  becoming  more  and  more  common.  The  UK  is  the  largest  European  carpool 

representing 12.1% of the total EU fleet.   

 

Charging  facilities  shared  by  staff  members  and  visitors  requires  an  internal 

communication platform. EV4 is a participant who has access to workplace charging facility. 

There, the EV users communicate with each other to manage the shared charging facilities 

via internal system. 

 

“We have a mailing list, once I reach work and I need to charge, I look for 

the empty bay and send a note to the mailing list notifying them and also I 

do the same once I am done.”[EV14, M, c.40]  

 

The  fifth  question  addressed  the weekly  charging  frequency.  The main  differences  arose 

between the private and the fleet users, see (Table 6‐3). The private users tend to charge 

from  five  to  seven  times  a  week  (domestic  +  workplace).  Fleet  users  charge  only  at 

workplace with a different  frequency depending on  the number of users charging  the car 

and their locations. 
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Figure 6‐8: Participant EV4 dairy visualisation and profile 

The gender had an effect on participants’  responses  to SOC related question. The seventh 

question  regarded  the  usual  SoC  on  arrival,  see  (Table  6‐4).  The  private  use  of  the  EV 

affects the SoC and the frequency of charge at the workplace. By visualising the responses, 

see (Figure 6‐9), a comparison between EV fleet and private use of EV is depicted in terms 

of (access to charge, number of charges per week, and weekend/weekday use of EV), 

Table 6‐3: EV participants’ charging frequency versus ownership (n=15) 

Charge/W  Private  Fleet 

2  0%  10 % 
3  5%  20% 
4  0%  0% 
5  15%  10% 
6  0%  0% 
7  30%  10% 

 

Table 6‐4: EV participants’ SoC versus gender (n=15) 

SoC  Male  Female 

Below 20%  7%  0% 
20%  7%  20% 
30%  20%  13% 
50%  13%  20% 
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Figure 6‐9: Visualisation of fleet versus private EV users 

6.6 EV Interview: Participants’  Charging Patterns   

The third set of questions addressed charging patterns as follows: 

  

8. Do you commute across postal zones in NE to reach your work? (please 
specify the first part of your work address) Example: I live NE4 and 
commute to work in NE33)  
 

9. How can you describe your driving comfort zone? (time, mileage, or area).  
Example: After commuting “XX” miles, I start to feel worried about my 
state of charge (Attitude) 
 

10. What is the minimum SoC you can tolerate?  

The  eight  question  aimed  at  identifying  the  daily‐mileage  commuted  by  EV  users  by 

counting the number of the postal zones the participants drive through from home (origin) 

to  work  (destination).  The  responses  to  this  question  are  included  in  the  clustering 

analysis,  which  is  discussed  later  in  this  chapter.  The  ninth  question  is  more  attitude‐

oriented,  asking  the  respondents  about  their  range  personal  preferences.  From  this 

perspective, the higher the percentage the individual indicates, the more conservative they 

are  in  using  their  cars  (less  confident).  A  further  7%  (males)  of  respondents  reported  a 

wide comfort zone driving an EV. This means tolerating a very low battery (one to two cells 

charged out of 12 or below 20% SoC). No occurrence of female respondents expanded their 
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comfort zone  to  the same extent. The smaller  the comfort  zone (closer  to  the origin),  the 

more the female drivers occur. At a small comfort zone circle (equivalent to 50% charged 

or more), 20% was female and 13% were males, see (Table 6‐5). 

Table 6‐5: EV participants’ charging behaviour versus gender (n=15) 

SoC % left  (the min the 
user tolerates) 

Comfort Zone  Male  Female 

Below 20%  (1‐2 cells)/12 cells   27%  13% 
20%  (3‐4 cells)/12 cells   13%  13% 
30%  (5‐6 cells)/12 cells   0%  20% 
50%  (7‐9 cells)/12 cells   7%  7% 

 

The  respondents  indicated  that  they  would  experience  severe  anxiety  by  reaching  this 

stage, but it  is not on an everyday basis or even weekly. For example, see (Figure 6‐10), a 

trip to the airport will not consume the whole battery. The respondents reported that this 

only happens when: 

“I have been driving my car for 3 years now, I usually reach 15% charge on 

my third day on a raw not charging, this happens when I arrive at the 

workplace to charge. Yes, I do have anxiety by then, but manageable because 

I know where to charge.”[EV4, M, c.50] 

“Below 20%? This never happened to me and I will make sure it does not 

happen. I will be scared to death.”[EV8, F, c.30] 

 

“my anxiety sometimes differs. It depends on where I am and how familiar I 

am with the vicinity (charging points/ nearby home charger at friends or 

family.”[EV11, F, c.40] 

 

“Being down to 20% SoC is not in my favour. This may take place only if I 

have strictly necessary trip and will prefer finding alternative charging 

solutions.”[EV11, F, c.40] 

 

“I do not see this possible, having said my routine and charging accessibility. 

But yes, I will be having a severe anxiety.”[EV12, F, c.30] 

 

“It happened once before I installed my domestic charger, and I promised 

myself it will never happen again. I can not even foresee this as I do not use 

my car that spontaneously, yet.”[EV14, M, c.40] 
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Figure 6‐10: State of charge associated with daily commuted trips 

 

The  responses  can  be  visualised  in  a  word  cloud  showing  the most  frequent  words,  see 

(Figure 6‐11).  Charging  (35%), RFs  (20%),  range  and purchase  intention  (10%),  and EV 

users  and  driving  (5%)  are  the  most  frequent  words  mentioned  in  the  respondents’ 

feedback to interview questions. 

 

 
 

Figure 6‐11: Interview topics’ cloud 
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The  tenth  question  addressed  the  charging  behaviour.  The  respondent  was  asked  to 

indicate  the minimum  SoC  ever  reached.  On  the  contrary,  the  lower  the  percentages  the 

respondents  indicated,  the  more  confident  they  are.  This  question  is  addressing  their 

everyday  patterns  as  what  is  the  lowest  state  they  reached  spanning  their  driving 

experience.  This  question  is  different  to  the  usual  SoC when  arriving  at  a  CP.  The  latter 

would indicate when the user tends to charge (whenever possible or when needed). Fleet 

users  didn’t  reach  a  low  charge  due  to  charging  accessibility  and  limited  distances 

commuted.  Additionally,  females  (13%)  indicated  that  it  was  under  very  special 

circumstances that they reached this level.  

 

“I didn’t charge on Monday at the workplace, I went to pick a friend from 

Newcastle Airport on Tuesday and was having a meeting outside my 

company premises on Wednesday. On my way back home after the meeting I 

was a little bit worried as it was my first time seeing the counter reading 

20% charged!”[EV 2, F, c.30] 

 

The results showed how different the perception and the actual values can be with regard 

to minimum SoC, see (Table 6‐6).  

Table 6‐6: Participants’ records of comfort zone and minimum SoC (n=15) 

Participants  Perception  Action  Status  Gender 

 
Attitude: what is 
my comfort 
zone? In SoC 

Behaviour: what is my 
minimum SoC you 

reached? 
   

EV1  20%  45%     

EV2  45%  25% 
Stepping out the 
comfort zone 

FEMALE 

EV3  60%  70%     

EV4  24%  15% 
Stepping out the 
comfort zone 

MALE 

EV5  35%  50%     
EV6  5%  40%  Inconsistency  MALE 
EV7  40%  40%     
EV8  50%  60%     
EV9  5%  60%  Inconsistency  MALE 
EV10  70%  30%  Inconsistency  MALE 
EV11  20%  30%     
EV12  20%  20%     
EV13  5%  20%     
EV14  10%  10%     
EV15  5%  50%  Inconsistency  FEMALE 
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An  inconsistency  is  observed  when  analysing  the  interviews.  The  records  of  some 

respondents, who indicated a tolerance to an expanded comfort zone, were inconsistent in 

terms  of  minimum  SoC,  see  (Table  6‐6).  A  further  60%  of  users  have  indicated  a 

conservative experienced SoC compared to  their  indicated comfort zone values. However, 

two  cases  (EV2  and  EV4)  reported  that  they  experienced  RA  as  the minimum  SoCs  they 

reached  were  below  their  comfort  zone  values.  The  users  justified  that  these  two  cases 

happened under special circumstances. Out of 15 users, 26% (3 males and 1 female) have 

inconsistency in their attitude‐behaviour process. Although it is based on direct experience 

(as being active users for more than one year), those users experienced different minimum 

SoCs than the tolerable values they indicated. This does not mean that the SoC Perception 

and Action percentages should have been identical. Users at the point of the interview may 

not  have  had  the  chance  to  experience  full  electric  range  although  they  were  willing  to. 

However,  the  inconsistency, which  is  referred  to,  pertains  specific  cases  (EV6, EV9, EV10 

and EV15), where the two values showed a significant difference. 

6.7 EV Interview: Participants’  Perceptions  

The  fourth  set  of  questions  explored  the  travel  demand,  flexibility  of  and  willingness  to 

spend time charging an EV over the course of a journey.  

 
11. In which road trip you usually charge your car? (maybe multiple) 

 
12. EV Range: Does the confidence level improve by practice? 

 
13. How much time are you willing to spend to charge your battery during a 

working day? 
14. Is there any time of the day at which you regularly struggle to find an empty 

charging point?   

The  eleventh  question  aimed  at  identifying  (timing/  road  trip)  of  the  non‐domestic 

charging events made by the participants. The respondents were asked to identify in which 

trip purpose  the  charging  event  likely  occurs,  see  (Figure 6‐12). As  for  the non‐domestic 

CPs’, 90% of respondents charge in the morning on their way to work or at noontime at the 

workplace. 
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Figure 6‐12: Types of trips and the charging event 

The twelfth question ascertained the relationship between the years of driving an EV and 

the user’s confidence of driving an EV. The majority of the participants have been driving an 

EV  for  3  years  (females  and  males).  Only  two  participants  (male  and  female)  had  been 

driving for one year, see (Table 6‐7).  

 

Table 6‐7: EV participants experience versus gender (n=15) 

Drivers    Male  Female 

Newly Joined  14%  13% 
Experienced  29%  13% 
Early Adapters  57%  75% 

The  thirteenth  and  fourteenth  questions  were  designed  to  identify  the  anticipated  peak 

time of charging using the non‐domestic network (to be included in the clustering analysis). 

6.8 EV Interview: Future Investment 

The  fifth  set  of  questions  concluded  the  interview  by  interrogating  the  participant’s 

perception on the current network and individual feedback on possible future investment. 

The set contains three map‐based questions: 

 
15. Is the current recharging network in Newcastle sufficient? See (Figure 6-13).   

 
16. Mark your preferred CPs in NE1, NE4 and NE8, see (Figure 6-13).   
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Figure 6‐13: Interview map: respondents were asked to identify the preferred RFs 

 

17. Do you think the current RFs are sufficient? Do the service provider and 
planning authorities need to activate extra/ deactivate points in special 
areas? The respondents were asked to indicate (A) for Activate and (D) for 
Deactivate, see (Figure 6-14). 

 

Figure 6‐14: Interview map: respondents were asked to mark (activate and deactivate) the RFs 
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The  responses  were  gathered  and  tabulated  to  highlight  the  end‐user’s  feedback  and 

perception  of  the  current  network.  The  respondents  were  asked  to  identify  the  other 

locations  they  think  required  investment  (mentioning  in  writing  the  places  which  need 

CPs) and to write messages to the stakeholders (service providers in particular).   

6.9 A Synopsis of the Context of EV Use  

The selected users are young and older adults who have fair knowledge of e‐mobility. The 

outcome  of  the  interview  followed  the  trend  already  found  in  other  studies.  This  study 

yielded insights into the users’ attitudes towards driving an EV. The aim of the study was to 

assess users’ satisfactions and adoption to EV technology. A sub‐set of the issues addressed 

through  the  interviews was  presented, which  covered:  i) workload  and  ii)  range‐battery 

scale. The interview was conducted with the participants to address aspects such as driving 

behaviour,  mobility  patterns,  and  charging  routines.  From  a  statistical  point  of  view, 

interviewing 15 users is not significant. However, the sample size and variety compared to 

the  overall  population  is  an  indicator.  From  the  interviews,  the  elements  that  affect  the 

Range Anxiety (RA) occurrence can be summarised and displayed in Table 6‐8. 
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Table 6‐8: Synopsis of the context of EV use 

Factors  In the context of  EV use 

Gender  EV Male Driver  EV female drivers 

  Male  EV  drivers  are  more  confident  and  are  risk‐takers. 

They  always  take  control  on  charging  the  car  at  home  and 

ready  to  expand  their  journeys  to practice  some of  the  full 

electric  range.  This  element  is  very  critical  because  the 

driver’s  attitude  is  different  than  the  behaviour.  The 

minimum SoC that a driver reached still not below the 20% 

which  reflects  that  the  full  electric  range  hasn’t  been 

experienced before by respondents. 

The  female  drivers  tend  to  be  more  conservative  with  the 

driving comfort zone. 

Driving 

Experience 

Less one year  More then a year 

  Newly started driving an EV. Not that adventurous and this 

maybe because  i) no  chance,  ii)  less  confident,  iii)  couldn’t 

support  the  route  (using  non‐domestic),  iv)  secondary  car 

for short distant trips only. 

Experienced  driver.  Some  of  them  tried  low  SoC  and  shared 

their experience (negative). Others yet didn’t try long journies 

for i) fleet car, ii) secondary car for short distant trips only, iii) 

only rely on domestic charger hence only short distances. 

Temperature  Summer  Winter 

  The temperature affects the time spent to charge the car and 

this  is  very  significant  in  Rapid  Charger  case.  This 

phenomenon is not significant in 3.3 & 6.6 kw Chargers. It is 

measurebale but significant. 

Using  Rapid  Charge:  In  winter  it  may  take  double  the  time 

needed  to  charge  the  same  amount  of  electricty.  Considering 

also the SoC. Drivers often adapt their driving style to consume 

less power (driving at lower speed, switching Off heating). 

Charge  Domestic   Non‐Domestic  

  Domestic  access  is  a mandatory  to  all  privately  owned  EV 

users.    Fleet  users  rely  on  workplace  charging  access  and 

have the car in case of used for perosnal use as a second car. 

 

The charging capacity of the charger affects the time needed to 

charge.  EV  users  are  full  time  employees.    A  rapid  charger 

would allow them to charge up to 40% of their battery capacity 

in  15  minutes  which  is  equivalent  to  30‐40  miles.  A  daily 

routine would range between 8‐15 miles a day and some cases 

40 miles. 

Time of day  Peak and Off  Peak 

  When it is congested, the amount of energy consumed waiting (especially in winter using the heater) affects the normal energy 

usage. 

Purpose of  the 

trip 

Urgent  Flexible 

  HBW,  drop  offs  and  pick  ups  are  urgent  journies.  I)  these 

trips are within the comfort zone of the EV driver  ,  ii) daily 

routine, iii) planned and known, and iv) the prime reason of 

purchase (short trips), hence EV tends to be used heavily. 

The trip may be re‐scheduled or commutied using conventional 

car. 
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6.10 EV Study Clustering Analysis 

The  second  part  of  the  chapter  discusses  the  clustering model.  The  clustering  analytical 

method was previously discussed in Chapter 4 (4.4.2 Clustering analysis as a research tool). 

A  TwoStep  analysis  was  conducted  to  categorise  the  (n=15)  users  into  different  groups 

based on the recorded attributes. Due to the mix of categorical (gender, locations, CPs) and 

contentious  (state  of  charge,  age,  years  of  driving)  data  types,  the  TwoStep method was 

chosen  instead  of  the  other  two  approaches:  the  hierarchical  and  k‐means.  The TwoStep 

generates a report with some graphs and figures showing the cluster quality, see (Figure 6‐

15),  size,  structure,  see  (Figure  6‐16),  and  influential  variables,  see  (Figure  6‐17).  The 

clustering process  took  several  iterations  until  the most  coherent  structure was  reached. 

The decision is made based on the cluster quality, a reasonable number of clusters, and the 

ratio of clusters’ sizes to each other (the biggest to the smallest). The quality should not be 

poor,  and  the  ratio  should not  exceed  three.  As  for  the  predictors  (the  influential  factors 

affecting  the clusters  formation), willingness  to spend  time charging scored  the  first non‐

polar  attribute  that  affected  the  clusters  membership  formation.  The  second  most 

influential  non‐polar  predictor  was  the  number  of  charges/week.  The  third‐ranked 

predictor was the number of destinations/day, see (Figure 6‐17).  

 

 

Figure 6‐15: Clustering quality bar 

 

Frequency of use/ week, willingness to spend time charging, domestic or non domestic, and 

willingness to use On Street were the points of assessment and evaluation of the formation 

of the clusters membership. 
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Figure 6‐16: Clustering formation 

 

 

Figure 6‐17: Clustering predictors 

 

Spatiotemporal analysis of charging patterns was conducted using SPSS Statistics 21 (SPSS, 

2012).  The model  output  reflected  the  traits  of  the  participants  and managed  to  form  a 

heterogeneous three clusters. The first group was termed, “The Risk Takers”, see (Figure 6‐

18). It is the second biggest cluster, and contains individuals in the age group of 50‐59 years 

old who had been driving their own EV now for more than three years. The majority were 

males who usually commute around 30 miles a day. They preferred the On Street CPs (such 

as the Grey street one, CP #20059). The number of destinations was two and they lived two 

miles away  from the city centre. This group can tolerate up  to 30% left  in  their batteries. 

Users of  this group are  the  lucky  few who have access  to CPs; however,  they can  tolerate 

low charge with a high confidence levels of getting back home safely. The records showed 

that they charge 5 times a week, however, they drive around the city and reach the CP with 

only  30%  charged.  Those  individuals  are  not  happy  and  willing  to  spend  more  time 

charging; however, they see that investment in RFs is necessary. Compared to other groups, 
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this group considered  themselves as  risk  takers,  they  tolerate  that  their SoC being pulled 

down  to  5% and  then  they  start  to worry  about  finding  a  CP.  The majority  of  this  group 

lived and worked outside the study area, commuting and passing through every day.  

 

 

Figure 6‐18: Cluster 1: “The Risk Takers”‐SPSS 

The  second  group was  termed  “The  Old  School”,  see  (Figure  6‐19).  The  cluster  contains 

individuals  in  the  age  group  50‐59 who  had  been  driving  their  own  EV  for  3  years.  The 
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majority were males and they tend to commute around 10 miles a day, two destinations a 

day and they live 2 miles away from the city centre. It is suggested that this group has low 

confidence levels. They charged seven times a week and their SoC is always relatively high 

when they arrive at the CP, 70% charged. Those individuals are willing to spend more time 

charging their batteries within the day. 

 

Figure 6‐19: Cluster 2: “The Old School”‐SPSS 
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The  third  group was  termed  “The  Opportunists”,  see  (Figure  6‐20).  The  cluster  contains 

individuals  in  the age group 30‐39 who have been driving an EV for  three years. They do 

not own an EV; they go for the work‐provided EV car pool option. The drivers of this group 

are females who commute 10 miles a day on average. The number of destinations was two 

and they live two miles away from the city centre. The car they use is usually charged at the 

workplace.  This  reflects  the  seven  charges  a  week  and  explains  why  the  state  of  charge 

when arriving at  the CP  is  relatively high, 50%  full of  charge. Those  individuals were not 

willing to spend more time in charging their batteries within the day. 

 

Figure 6‐20: Cluster 3: “The Opportunists”‐SPSS 
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6.11 Commenting the EV Study’s Clustering Results   

The EV user study presented a new way of investigating the users charging patterns, spatial 

awareness, and their network recognition. With the clustering analysis,  the users’ profiles 

were created and formed into groups with shared characteristics. These clusters may help 

the stakeholders  to elicit  the picture of  the current system’s users and work on satisfying 

their  needs  and  demand.  Each  of  the  three‐formed  clusters  has  different  paradigms.  The 

Risk  Takers  are  psychologically  ready  to  deal  with  RA.  They  are  willing  to  invest  on 

infrastructure; however,  they are not willing  to  spend  time on charging especially  the On 

Street option unless it is a quick charger. This means that the investment in slow chargers 

(types 1 and 2) is not in their favour or at  least not to their preference, and may result  in 

them not using slow chargers. 

 

The Old  School  cluster  has  an  issue with  the  driving  pattern.  It  seemed  that  they  do  not 

expand their comfort zone. This zone is not metric measured; it is about the lowest state of 

charge at which they are confident to drive their cars. They can only consume up to 30% of 

their  battery  and  within  the  comfort  zone.  They  do  not  go  further  than  their  home, 

workplace or the zones within which they know they have access to charging. This group is 

cautious and conservative and do not tend to practise the full electric range.  

 

The third group is The Opportunists, which included those individuals who are the majority 

of  current users. This cluster supports workplace CPs. The Opportunists are aware of  the 

environmental  burden  of  conventional  means  of  transport,  they  were  happy  to  take 

initiatives; however, they cannot afford owning a private EV. The way they contribute to the 

EV market  is by car pooling, using employers  fleet and charge at workplace (Axsen et al., 

Calstart, Zhang et al., 2013).  

6.12 Messages to The Planning Authorities and Policy Makers 

The  e‐mobility  is  associated  with  socio‐technical  and  psycho‐temporal  dimensions.  It  is 

observed  that  for  private  EV  users,  the  main  differences  between  driving  an  EV  and  a 

gasoline vehicle are related to the fact that: 

 

i) they are modest in their car requirements; 

ii) short distance commuters 

iii) most of their journeys are known and planned ahead (less spontaneous),  

iv) generally they use vehicles for short periods of time.  
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One  of  the main  aspects  to  take  into  consideration when  analysing  EV  user  studies  is  to 

identify  the  main  paradigms  of  the  sample  size.  Although  the  sample  size  and  variety 

compared  to  the  overall  population  is  indicative,  the  results  of  this  study  must  be 

interpreted with  caution. To measure  the  consumer’s  feedback  in  the different  aspects of 

the  context  of  EV  use,  user  studies’  conclusions  are  subject  to  change.    To  an  extent,  the 

outcome  represents  a  sector  of  EV  population.  Nevertheless,  the  market  is  at  the  niche 

state:  

i) more charging infrastructure is being deployed; 

ii) EV technology is rapidly evolving 

iii) influential demographic changes are foreseen; 

iv) consumers’ level of acceptance of EV technology improves.   

6.12.1 Recommendation based on clusters 

The interview aimed at investigating the users’ charging patterns, profiles, each sub‐set of 

questions  focused  on  a  particular  facet  of  the  e‐mobility  system  of  Newcastle‐Gateshead 

area.  The  interview  questions  interrogated  the  driving  confidence  issue,  RA,  and  the 

associated variables with the use of EV in its urban context. These variables were included 

in a clustering model which generated three main clusters of EV users.   

 

The clusters’ assessment is articulated in Table 6‐9. It presents the evaluation criteria of the 

three  EV  users  clusters  in  relation  to  the  size  of  each  group.  The  assessment  shows  the 

imbalanced state of the e‐mobility system of Newcastle‐Gateshead area. As per the sample 

size,  only 30% of  the users were happy  to practise  the  full  range of  the EV and had high 

confidence  level,  the  risk  takers  (this  confirms  the  outcome  of  previous  EV  user  studies 

presented in Chapter 5). Those users were not willing to spend time charging, which means 

they  require quick  charge  (50‐250 kw) and may  relate  to  the TOP UP persona  (using On 

Street). Another suggestion is that they are the LUCKY CHAGRE persona (using Off Street), 

in the case of using slow chargers. The Opportunists cluster forms over 50% of the sample 

size and this might be an explanation of the e‐mobility  low market penetration level. This 

group contributes mainly to The Superb and Beyond Charging personas. They use the non‐

domestic CPs; however,  they  tend not  to use  the publically available CPs as most of  their 

charging events are made at workplace. 
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Table 6‐9: EV participants’ clusters assessment table 

Assessment  the Risk Takers  the Old School  the Opportunistic  

Sample size %  30%  15%  55% 

Frequency of use/ week  80 %  100 %  100 % 

Average time Spent 

willingness to spend time 
Low  High  N/A 

Domestic or non 

domestic 

Domestic and On 

Street 

Domestic, 

workplace, and 

Off Street 

Workplace 

Willingness to use On 

street 

Yes but quick 

charge Only 
Yes  They do not own EVs 

 

This  leaves  only  15% of  the  sample  size,  the Old  School  cluster which  uses  the  charging 

network relatively more than others. They are willing to spend time charging and invest in 

installing more CPs. This group is widely spread (the LUCKY CHARGE, the GOOD ENOUGH 

and the SUPERB) and they are using both On and Off Street CPs alongside the workplace, if 

any.  

6.12.2 Concluding remarks 

This  chapter  thoroughly  covered  the  social  practice  of  EV  users  through  interviewing 

stakeholders, users and analysing their responses. In Chapter 5, the meta analysis provided 

insights into the previous consumer and user studies. Both Chapters 5 and 6 addressed the 

second research question: 

 

RQ2:  How useful are the user studies in the contact of EVuse? 
 

Responses showed that exceptions to daily routines require more planning effort; however, 

it  is  still manageable. Users  form an  interest  in EVs based on  their  existing  lifestyles  and 

they  adapt whenever  necessary.  This  study  provides  insights  into  the  context  of  EV  use, 

some meaningful observations can be attained:  

 

i) shapes  the  interview  design  process  in  away  that  can  depict  the  social  and 

psychological aspects of the EV use. This in turn could facilitate stakeholders in 

understanding the end‐user perspectives; 

v) highlights  the  importance of EV  trial  as  it  positively  affects  the perceptions of 

potential EV users; 

vi) identifies  the potential user profile and conveys a  clear message  to  them with 

regard to RA. RA does not an everyday worry, it may happen occasionally; 

vii) experience of driving an EV is associated with various aspects and elements that 

need to be incorporated when designing new models and planning for charging 

network.  
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CHAPTER 7.  MODEL I: SERVICE PROVIDER DATA ANALYTICS 

 

 

“Happens every time... Some Newbie keeps hanging the Plug on cable support 

@ElecHighway maybe more signs? #UKcharge.” 
 

 

 

 

 

By Dr David Beeton, Managing Director of Urban Foresight (2012) 

 

 

 

 

 

This  chapter presents  spatiotemporal  analysis  of  the  e‐mobility  system of  the Newcastle‐

Gateshead area. The chapter takes a data driven approach and is divided into two parts: RF‐ 

oriented analysis and user‐oriented analysis. It studies the service provider (CYC) datasets 

I and II in addition to other spatial attributes, see (Figure 7‐1). In part A, a clustering model 

is  presented  as  it  integrates  the  design  configuration  parameters,  with  site  location 

features, and users’ charging patterns. Part B analyses dataset II and creates five charging 

personas which are associated with charging spectra and profiles.  

 

 

Figure 7‐1: Chapter structure‐parts A and B 
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7.1 Part A: Spatial and Behavioural Data 

The  first  section  of  this  part  introduces  the  datasets  provided  by  Charge  Your  Car  Ltd. 

(CYC).    This  is  followed  by  definitions  and  ways  of  quantifying  four  spatial  and  three 

behavioural variables. This chapter explores a list of some of the overlooked urban context‐

related attributes in the EV literature as this list was neither quantified nor analysed in the 

RF’s design process. These variables are the input for the clustering model presented by the 

end of part A, see (Figure 7‐2).  

 

Figure 7‐2: Spatial and behavioural data diagram 

The CYC database has records of all the active and inactive CPs. The data is shown in Table 

7‐1.  The  table  provides  a  full  description  about  the posts:  charger  type,  site  name,  street 

name, postcode, number of  charging posts, power  (3 or 7 kw),  single or multiple outlets, 

date of installation and post ID.  

 

Data about EV users is collected by CYC for each active post. If in one RF there are multiple 

points, each one generates separate usage records, (CYC CP ID). The CYC dataset is analysed 

using  two  filters.  For  part  A,  the  data  is  sorted  by  CPs  and  all  the  analysis  is  network‐

oriented; whereas,  for part B,  the data  is  sorted by  the EV user,  see  (Figure 7‐3).  In both 

filters, the time of the day and the time needed to charge/ energy used are recorded. As the 

user may charge overnight, or after midnight,  the end date  is also recorded, alongside the 

amount of energy consumed and the CP’s ID. 

 

Data was  first  received  in 2012,  recording  the system operation starting  from the second 

half (H2) of 2010, until the first half (H1) of 2012. The second wave was in 2013, to include 

H2 of 2012 and H1 of 2013. The last update was  in May 2014, giving a  full set of data for 

both  users  and  CPs  either  active  (in  operation)  and  not.  In  addition,  a  list  of  registered 

users’  homes was  provided  to  integrate  the  postal  district  of  the  user home  to  the  their 

charging profile (e.g., user tag ID: NX11DVK, lives in NE1). 
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Table 7‐1: NE PIP standard CPs in Newcastle and Gateshead council areas 

Char

ger 

Type 

Partner / 

Host 
Locations 

Post 

Code 

Qty 

Point

s 

Qty 

Post

s 

7kW 
3k

W 

Mixe

d 

Outlet

s 
Make 

Date 

Commi

ssione

d/Inst

all  

Location No 

Std 
Newcastle 

City Council  

Collingwoo

d Street 

NE1 

1HE 
2  2  2 

   
Single 

Elektr

obay 

30/11/

10 
40004, 40005 

Std 
Newcastle 

City Council  

Dean 

Street 

NE1 

1PG 
1  1  1 

   
Single 

Elektr

obay 

30/11/

10 
20046 

Std 
Newcastle 

City Council  

Bigg 

Market 

NE1 

1UG 
2  2  1  1 

 
Single 

Elektr

obay 

03/03/

11 
40018, 40019 

Std 
Newcastle 

City Council  
City Road 

NE1 

2AF 
2  2  1  1 

 
Single 

Elektr

obay 

23/02/

11 
40025, 40026 

Std 
Newcastle 

City Council  

Quayside 

Car Park 

NE1 

2AQ 
12  6  12 

   
Double 

Elektr

obay 

12/07/

13 

31207, 31208, 

31209, 31210, 

31211, 31212, 

31213, 31214, 

31215, 31216, 

31217, 31218 

Std 
Newcastle 

City Council  

Quayside 

Car Park 

7th Floor 

NE1 

2AQ 
2  2  2 

   
Single 

Elektr

obay 

18/07/

12 
20049, 30050 

Std 
Newcastle 

City Council  

Melbourne 

Street 

NE1 

2LA 
2  2  2 

   
Single 

Elektr

obay 

23/02/

11 
40010, 40022 

Std 
Newcastle 

City Council  

Swing 

Bridge 

NE1 

3RQ 
1  1  1 

   
Single 

Elektr

obay 

30/11/

10 
20006 

Std 
Newcastle 

City Council  

Akenside 

Hill 

NE1 

3UG 
1  1  1 

   
Single 

Elektr

obay 

30/11/

10 
30060 

Std  Eversheds 

Central 

Square, 

Newcastle 

Upon Tyne 

NE1 

3XX 
1  1  1 

   
Single 

Elektr

obay 

21/02/

12 
10029 
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Figure 7‐3: Screenshot of datasets (different filters to apply) in addition to years of operation 

7.2 Spatial Variable I:  On and Off Street 

In order to interrogate the importance of accessibility, the first variable is the On‐Off Street 

charging options. In this thesis, this variable is referred to as: 

 

“A location-based value which identifies the CP measure of accessibility 

within the charging network It is a dummy variable, e.g., if a CP is Off 

Street, it will take one for being an Off Street and a value of zero for not 

being an On Street CP.” 

 

By disregarding  all  other RF’s  design measures  and only  focusing  on  its  accessibility,  the 

difference in the use of On and Off Street options is clear. The dataset contains 38 CPs (18 

are  Off  Street).  As  per  the  charging  events’  records  (charging  event  is  each  time  the  EV 

driver plugs  in their car  in a non‐domestic CP),  the Off Street CPs form 66.6% of the total 

charging events. Figure 7‐4 shows the relationship between the CP’s accessibility and times 

it has been in use (charging events).   

 

This suggests  that  investors and  local authorities should direct  their  investment  to  install 

Off  street CPs as  this should generate more profit. However, with  the current state of  the 

charging network (rapid chargers are not widely spread) this will lead to:  

 

i) users will rely more on domestic charging which potentially will add more loads 

to the grid; 

ii) users will need to dedicate more time for charging and amend their routine to 

use the Off street CPs; 

iii) users who work for employers that do not provide workplace charging facilities 

may not have convenient access to non‐domestic CPs; 

  

  

Filter I Filter II 

Filter I  : Recharging facilities ( Part A: Spatial 

and Behavioural data)    

Filter II :  EV user (Part B: Charging 

personas) 
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iv) garage orphans might not have a daily (weekdays only) access  in case there is 

no workplace option; 

v) the  targeted  sector  will  be  narrowed  down  to  those  who  live  close  to 

commercial areas or have workplace charging access. By this, more limitations 

and barriers are added that hurdle and lessen the market penetration.  

 

Figure 7‐4: On and Off Street CPs and the number of transactions_2012 

 

Accessibility is also associated with the number of CPs in one site. Some On Street CPs score 

higher  values  compared  to  Off  Street,  for  example  CP  #20046,  #40004  are  higher  than 

#30050, #10005, and #30007, see (Figure 7‐4). Accordingly,  the RFs are categorised  into 

four categories depending on the power supply and the number of the CPs in each site, see 

(Table  7‐2).  There  are  13  RFs  with  multiple  (double)  CPs  and  25  single  post  RFs.  The 

installation of 7 KW power is most common. Figure 7‐5 illustrates the 38 RFs of Newcastle‐

Gateshead area, urban core; RFs with doubled CPs are highlighted in yellow and single ones 

are highlighted in blue.   
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Table 7‐2: Doubled and single CPs 

Category   Multiple RF  Single RF  Ratio  

Number  of  CPs  in 

NE1, NE4 and NE8 
13 CPs 12 CPs 

 

7 kw 9 8 65% 

3 kw 4 4 35% 

 

 

 

 

Figure 7‐5: Locations of single and multiple CPs 

 

7.3  Spatial Variables II  and III:  Urban Cores and Main Corridors 

The second two variables are related to urban morphology and vehicular mobility in cities. 

Urban core areas, districts and zones are defined by urban policies, spatial planning reports 

and demographic records generated by the Government. The main corridors and arteries of 

vehicular mobility form the city structure and shape its urban expansion and development.  

The metric  distance  from  the nearest  urban  core  is  the  second variable where  the urban 

core is the:   

“area that is defined by urban form, density, commercial area and travel 

behavior. This area is functionally more suburban and has high transit 

(work trip).” [Cox, 2014] 
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The second variable is the traffic count of the nearest main corridor(s) to the CP. The traffic 

count  is  the Average Weekday Traffic (AWT) which  is  the average 24‐hour traffic volume 

occurring on weekdays at a specific  location  for  less  than a year (in this  thesis,  the traffic 

count was  collected  from network main  corridors  for  September, October  and November 

2014 avoiding holidays).  

 

Each  corridor  is  split  into  several  links;  real  time  cameras  are  located  in  main  arteries 

covering links and major corridors (each link is covered by two cameras at both ends). To 

calculate the number of trips originated from a zone/ point (e.g., A) or headed to another 

zone/  point  (e.g.,  B),  the  overall  is  included  in  the  calculation  (including  all  exists  and 

entries), see (Figure 7‐6).  

 

Figure 7‐6: The way of calculating  variable III, main corridors 

Prior  to  analyse  these  variables,  the  basic  definitions  of  urban  areas,  systems  and 

environment with the associated characteristics are discussed in the following section. 

7.3.1  Newcastle Urban Layer‐ strategic design polices 

Under the Planning and Compulsory Purchase Act 2004 and the North East Regional Spatial 

Strategy, the documentation of Core Strategy and Urban Core Plan (CSUCP) for Gateshead 

and  Newcastle  upon  Tyne  2010‐2030  was  drafted  (NG,  2011).  Major  amendments  have 

taken place since the Consultations Drafts were published in 2011. This plan is part of the 

Local  Development  Frameworks  (LDFs)  of  Newcastle  and  Gateshead;  the  two  councils 

decided  to  jointly work on  it due  to  the geographical  and demographic  integration of  the 

two urban areas. Gateshead and Newcastle City Councils are therefore producing the core 

strategy  development  plan  and  the  urban  core  area  action  plan  for  the  two  Boroughs. 

Transport sector is an influential sector affecting the development of ecosystems. Transport 

policy is drafted within the core strategy (NCC, 2013). The enhancement and delivery of an 
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integrated transport network is one of the main goals for the councils  in order to support 

the  desired  sustainable  development  and  economic  growth.  Ensuring  development  is  the 

main  theme  as  smart  sustainable  transport  modes  generate  significant  movement. 

Newcastle and Gateshead are at  the  forefront of delivering  investment of smart  transport 

via  initiatives  such  as  PIP  project  (DfT,  2013a),  hybrid  buses,  and  domestic  charging 

government grants (FLO, 2014). Figure 7‐7 shows the  three spatial characteristics: urban 

core,  neighbourhood  area  and  rural  and  village  area.  Two main  spots  identify  the  urban 

centres, Newcastle City Centre and Gateshead Centre. 

Economic development 

Successful  economic development planning  is  based on  a  solid  analytical  framework  that 

accurately  describes  the  local  economic  context  and  identifies  the  areas  for  development 

including  the  special  needs  groups,  availability  of  local  resources  and  community 

assessment (Leigh & Blakely, 2013). Focusing on Newcastle,  initiatives are taking place to 

unlock the city centre growth (Newcastle Gateshead Accelerated Development Zone (ADZ).  

 

In 2012, a move was taken by Newcastle city council to kick‐start economy across the North 

East.   Such commitment made by the government is to foster the business rate income by 

initiating an infrastructure programme, securing mega investments, and creating more than 

13,000  additional  jobs.  This  highlights  the  upcoming  years  of  Newcastle,  where  more 

urbanisation,  economic  development,  road  network  and  infrastructure  and  smart 

initiatives are taking place. It implies a prosperous era is ahead, which flourishes the way to 

smart cities and communities’ establishment.  

 

Figure 7‐7: Gateshead and Newcastle areas (source: Core Development plan, 2013) 



 207 

Assigning traffic  count values 

There are nine main arteries pass through the inner urban core of the Newcastle‐Gateshead 

area and eight urban cores in NE1, NE4 and NE8, see (Figure 7‐8). All data related to traffic 

count  and  real  time  O‐D  calculations  are  collected  by  the  Unit  of  Traffic  Monitoring  in 

Newcastle (UTMC). The first step was to apply a grid to the urban layer that is relevant to 

the main  transport  corridors  distribution.  The  sides  of  the  grid  are  equal  to  the  distance 

between the two closest parallel corridors in the network.  

 

Figure 7‐8 maps the main corridors of Great North Road (first main corridors are indicated 

with red arrows, second main with blue arrows). The westbound, Westgate Road, links NE1 

to NE4, and Great North Road links it to NE2 alongside three other secondary roads, which 

are  Ponteland  Road,  Coast  Road  and  New  Bridge  Street,  Eastbound.  Looking  at  the 

Gateshead  area,  three main  arteries  are  feeding  the postal  zone: Bensham Road, Durham 

Road, Southbound, and Bolden Lane. 

 

 

Figure 7‐8: Main corridors and urban cores (sources: Edina and Development Core plan, 2013) 

 

The traffic counts of all the RFs included in each zone will be the same. For example, Great 

North  Road  feeds  three  zones which  contain  CPs  20007,  20008,  30056  and  30086.  This 

means  that  the value  (traffic  count) of  these RFs,  is  the same. A zone with  its RFs can be 
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located between  two main corridors;  the  traffic  flow will be based on  the sum of  the  two 

feeders, see (Figure 7‐8), NE2 has two feeders Great North Road and Coast Road and all RFs 

located in this zone will be having the same traffic count. Finally, for each CP, the traffic flow 

of the main arteries feeding its district or urban zone was calculated, see (Table 7-3).  

Table 7‐3: Main feeders and traffic counts 

Origin  Charging Points at  

destination  

Main Feeder  Total  expected 

number of  cars 

at  destinations  

NE6 20059,40025, 40026, 40018, 

40019 

New Bridge 

Street 

23652 

NE2 and 

NE3 

‐ 40009 and 40008 

‐ 10026 

‐ 20007 and 20008 

‐ 30051 

Great North Road 12663 

Mapping the prosperous EV population 

Data  is  collected  from  urban  policies,  spatial  planning  reports  and  demographic  records 

generated  by  the  government  in  order  to  identify  the  urban  centres  (highlighted  in  blue 

circles in Figure 7‐8).  

Across  NE1,  NE4  and  NE8,  there  are  eight  urban  cores,  which  are  different  in  size  and 

demographic profiles, see (Figure 7‐9). Some of these cores are prospective urban areas as 

per the Development Core plan. The urban cores’ selection criteria were:  

i) Where the potential users live as per the survey; 

ii) The nearest to the main arteries and high traffic road, a more central and busy 

area with numerous trips (high TTWAs) (Office of National Statistics, 2013); 

iii) A residential  area where  its  inhabitants own  the household and are moderate 

social  class  (technology  literate  and  can  afford  owning  an  EV),  (Office  of 

National Statistics, 2013); 

iv) 30’s and 40’s age profiles who are interested in owning an EV (Office of National 

Statistics, 2013). 
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Figure 7‐9: Demographics (source: Edina and Development Core plan, 2013) 

 

The development of the charging network is a prolonged process, it has to be phased in 

order to achieve the interim goals, monitor the progress, revisit and revise development 

plans. Distance from the centre variable is the value of: 

 

“choosing the minimum number of urban cores and calculating the distances 

between the nearest core to the CP.” 

 

The definition of  urban area by planning authorities 

In order  to  calculate variable  I,  an  interview was  conducted with  the one of  the planning 

authorities  in  Newcastle,  Spatial  Planning  South  Tyneside  Council.  A  semi‐structured 

interview  was  carried  out  with  Telford‐Cooke,  addressing  the  way  the  urban  cores  are 

identified and distances are measured.  

 

“English spatial town planning takes a more strategic approach by looking 

into areas rather than points. We, as a local planning authority and town 

planning team, study and analyse urban areas considering at zones and 

districts scale.”[Planning Analyst, 2014]  
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Subjectively,  authorities  carry  out  the  design  process  and  update  the  core  strategies  and 

developments every five years. Telford‐Cooke, continued saying: 

 

“Urban planning lacks evidence of defining the means of measurement. There 

is no objective rationale behind identifying locations in urban fabrics; 

therefore, the LoD is the urban boundaries and zones.”[Planning Analyst, 

2014]  

 

Cores  are  identified  by  demographic  data,  commercial  areas,  and  distribution  of  retail 

areas.  In  order  to  measure  distances  between  two  zones/districts,  there  is  no  standard 

methodology to calculate the points of measurements.  

 

“There is not a right or wrong way to identify the core’ coordinates; however, 

it has to be justified and maintained consistent for calculation throughout the 

our reports.”[Planning Analyst, 2014]  

 

The  residential  urban  zones’ boundary  is  administratively  identified  at  wards  level.  For 

each CP,  there will  be  a  value  that measures  the distance  to  the nearest  residential  area, 

(Distance  from  centre).  Telford‐Cooke  further  explained  a  possible  way  to  measure 

distances and identify stating: 

 

 “Points of measurement (zones’ centroids) are used to calculate the distance 

to the main corridors.”[Planning Analyst, 2014]  

 

Figure 7‐10 visualises the urban centres in relation to the main corridors and illustrates the 

metric  distance  between  these  centres  and  the  nearest  main  corridor.  Once  the  urban 

centre  is  identified,  (Office  of  National  Statistics,  2013;  NG,  2014;  2011),  the  bounding 

shape was drawn using AutoCAD and the geometric shape centroid was calculated.  
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Figure 7‐10: Urban centres and main corridors centrelines 

Graph visualisation for spatial  relation adjacency 

The  idea  of  visualising  the  relation  between  the  CPs  and  the  nearest  urban  centre  stems 

from the graph theory (Euler, 1936). The use of graph a visualisation tool is useful to depict 

the spatial relationships in urban environment, boundaries and spaces via links and nodes. 

Kruger  (1979)  has  subdivided  the  urban  system  into  two main  stands:  channel  network 

and  built  form  units.  The  channel  network  is  based  on  the  transport  geography  and 

planning. Following Kurger (1979), urban system and its associated relationships between 

the  urban  areas  were  denoted  by  Bransley  &  Barr,  (1997);  Donnay  et  al.  (2005)  and 

graphically  visualised  using  remote  sensed  imagery  in  different  types  of  the  built 

environment.  This  was  the  introduction  of  mathematical  tools  into  the  realm  of  urban 

morphology, and in particular the graph and set theory. The graph theory was illustrated by 

Kruger  (1979) and applied  in practice by  (Hillier & Hanson, 1984)  introducing  the  space 

syntax body of work.  

Urban Core membership Calculation   

After  identifying  the  urban  cores  of  the  study  area,  the  formation  of  membership  takes 

place. The urban core attribute can be defined as: 
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“the topological distance from the neighbouring urban core(s) where high 

traffic, high probability that EV users are commuting from/to these areas. 

Linking this attributes with the charging patterns of the users and the spatial 

features of the CPs allows spatiotemporal analysis to take 

place.”[Elbanhawy et al., 2014]  

 

Measuring  urban  core  attribute  considers  the  natural  boundaries  in  the  urban  layer,  see 

(Figure 7‐11). In some cases, the natural boundaries and network govern are stronger than 

the metric distance rule. Figure 7‐12 visualises the CPs into clusters (each cluster is linked 

to the corresponding topological centroid). For example, a CP like 10026, in terms of metric 

distance is closer to C3d to C6dd. However, there is a main road (Coast Road), which passes 

in  between  10026  and  C3d.  This  means  that  if  it  was  to  predict  the  number  of  users 

charging their cars in this CP, one should consider those in C6dd not C3d. 

 

 

Figure 7‐11: Measurement of urban core membership 
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Figure 7‐12: Metric distance to nearest urban centroid- metric distance- shortest path 

7.3.2  Distance from centre 

Figure 7‐13 illustrates the final representation of the urban areas and travel demand. CPs 

are the small blue circles, urban centroids are denoted in black squares with an indicative 

dotted  circle  (visualising  an  urban  area),  perpendicular  lines  from  the  centroids  to  the 

nearest arteries, and the dotted red lines measuring the distance to the CPs. 

 

Figure 7‐13: Distances to main roads and cores 
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Variables II and III of CPs are documented in (Table 7‐3). Variable III was calculated based 

on  a  survey‐based  study.  The  next  section  presents  the  survey  and  the  quantification  of 

variable IV: public awareness of RFs. 

7.4 Spatial Variable IV: Level of Awareness Attribute 

EV  passenger  acceptance  depends  on  knowledge  about  car’s  specifications,  capabilities, 

benefit of smart transport, and how these cars can fit in their daily life. It also depends on 

the  raised  awareness  about  the  available  charging network  and how accessible  is  the On 

street/ Off street charging service. The attitude of car drivers towards EVs was investigated 

through  a  visual  survey.  This  variable  is  to  test  the  spatial  awareness  of  the  existing 

available (means active and ready to be used anytime) RFs in NE1, NE4 and NE8. Level of 

awareness  (LoA)  value  indicates  how  aware  the  public  is  with  the  existence  of  the  EV 

infrastructure  network.  It  tests  the  spatial  recognition  of  potential  users.  In  order  to 

calculate the (LoA) variable, the following steps were taken.  

The first step was to develop a method to test the LoA. A map‐based survey was designed to 

quantify  the  LoA  and  justify  the  user  preference  of  the  network.  The  survey  addressed 

consumers (potential users who are willing to consider the EV as a form of transport) about 

remembering any of the RFs, the selection criteria was as listed in (Table 7‐4). 

Table 7‐4: Survey sample size selection criteria 

  Selection criteria of  sample size   

1  Individuals  who  can  recognise  the  publically  available  charging 

points; 

2  Car passengers commuting on a daily basis to NE1, NE4 or NE8; 

3  Individuals  who  are  environmentally  aware  and  technology 

literate; 

4  Individuals who are financially able to afford owning an EV; 

5  Work or study in the city centre (NE1, NE4 and NE8); 

6  Commuting, working, or living in NE1; 

7  Males and females with no age limitation. 

7.4.1  Map‐based EV survey  

The  survey  was  conducted  in  March,  April  and  May  2014  time  and  the  time  allowed  to 

complete the survey was four minutes. It consisted of six questions; two questions for every 

postal  zone  (NE1,  NE4  and  NE8).  The  first  task  was  designed  to  test  the  respondents’ 

memory  (visual  memory,  unaided  awareness  (M)).  Without  any  guide  provided  to  the 

respondents,  they  were  asked  to  mark  the  areas  of  CPs.  There  was  an  error  margin;  a 

correct  answer would be  if  the  respondent marks  a  neighbouring  cell  of  each  side  of  the 

correct cell. 
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1. Without identifying the CP’s locations, mark the squares wherever you can 
memorise a CP in NE1 (Figure 7-14). [same question for NE4& NE8] 

 

Figure 7‐14: A snapshot of LoA survey (testing M)  

As  for  the  second  task  (spatial  recognition,  aided  awareness  (R))  the  CPs  locations were 

highlighted and the respondents were asked to mark the CPs they are aware of.  

2. Mark the squares wherever you can remember a CP in NE1 (Figure 7-15). 
[same question for NE4& NE8] 

 

Figure 7‐15: A snapshot of LoA survey (testing M) 
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7.4.2  Quantification of LoA 

A total of (n=45) surveys were collected. For each RF, there were three values: Recognized 

(R),  remembered  after  seeing  the  exact  locations  (M),  or  a  complete  dismiss  of  the  RFs 

(blank), see (Figure 7‐16).  

 

Figure 7‐16: Responses projection all zones-quantifying the scores 

 

The LoA value was calculated for each CP (38 CPs) as per (Equation 7‐1): 

 

Equation 7‐1: LoA calculation 

(LoA)
Potential

=β (M
Potential

)+α (R
Potential

) 

Where 

α
Potential  

:is the sum of M and R- potential users. 

α, β :weighing coefficients, β is 0.8 and α is 0.2 

 

Figure  7‐17  illustrates  the  LoA  score  of  each  site  where  the  CPs  with  high  scores  are 

highlighted in red. The LoA attribute is an index and identified as: 

 

“the value of how aware are the participants of the current charging facilities. 

It is the summation of the times the participants highlight a CP that they 

acknowledge, spatial recognition. This attribute will be used as a value to 

investigate the correlation between RF’s usage and spatial awareness. “ 

 

The  four  sites  named:  Eldon  Square  (Off  Street),  Civic  Centre  (Off  Street),  Northumbria 

University (Off Street), and Grey Street (On Street), see (Table 7‐5). 

Table 7‐5: Highest four CPs of LoA and transactions of 2012 

  Charging Point  Transactions 
Most Frequent 

Time 
LoA 

1  20008 (4)  197  Morning  25 

2  20059  62  Morning  34 

3  10002 (5)  92  Afternoon  39 

4  30055  6  Afternoon  34 

39%

34%
R
M
R M 27%
M 25% M
R M 23%
M 20% M R 20%
M M M M
R M M M M
M M M M M R M
M R M 11% M M M M
M M R 9% R R M M
M M M M M R M
M R M 5% M 5% R M M 5% 5% M
M R M M R M R M M
R M M M M M M M M
M R M M R M M R M M R M M
R M R M M M M M M R M M M

10002 20007 30058 40012 40004 30050 30051 20059 20046 20006 30056 40025 40018

13 RECHARGING 

FACILITIES (Sites)

NE1
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Figure 7‐17: Visualising the records 
 

 

Table 7‐5 displayed the LoA with the total charging events made in 2012. From the values, 

CP  #20008,  #20059,  #10002  have  high  values  of  transactions  which  reflects  a  possible 

positive  correlation between  the LoA and  the use of  CPs.  CP #30055 has  a  relative  small 

number of transactions however this is due to it was newly installed in year 2012. With an 

exception of   #20059,  the high LoA sites are  located Off Street and  in very vital and busy 

area of the city centre. In particular, the Civic centre car park as it serves as both: workplace 

and public charging facility.  

 

7.4.3  A summary of spatial  variables   

Four  spatial  variables  were  discussed  in  previous  sections  of  this  chapter,  Table  7‐6 

summaries  the  spatial  attributes.  Prior  to  running  the  spatiotemporal  analysis,  it  is 

required  to  identify  fundamental  charging  pattern‐related  measures,  see  (Figure  7‐18). 

These variables are discussed in the next section.  
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Table 7‐6: Spatial attributes: urban context related variables 

  Attributes  Explanation/ Measurement Technique 

1  Level of 

Awareness 

(LoA) 

The measurement of the extent to which the potential users aware of 

the charging network. This is examined through a spatial 

questionnaire disseminated over 45 potential users. Response is 

collected and summed up. 

2  On / Off 

Street (Ο) 

This value is dummy. Zero for Off street charging points, and value of 

1 for On street charging point. 

3  Integration  

(Ι) 

Space syntax measure, calculated by DepthMap. 

4  Connectivit

y(C) 

Space syntax measure, calculated by DepthMap 

5  Traffic 

Counts (Τ) 

Actual travel demand provided by the Traffic Monitoring Unit in 

Newcastle (UTMC). The values are for the main corridors feeding the 

RFs sites 

6  Distance 

from 

centres (ι) 

Metric distance measuring the road length between the charging point 

and the nearest residential district core. 

 

 

 

Figure 7‐18: Components of e‐mobility spatiotemporal analysis  
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7.4.4  Behavioural variables   

This section discusses some charging‐related (behavioural) variables. There are four main 

variables which are used in various analyses throughout this thesis, see (Figure 7‐19). The 

fist  behavioural  variable measures  the  time  of  charging within  the  day,  labelled  as Most 

Frequent Time (Μ) and  it  is used  to know the busy  times of charging.   The Average  time 

spent (A) measures the average time spent by drivers charging their cars using the RF. 

 

 

Figure 7‐19: Charging‐related attributes 

M reflects  the peak hour/ period where most of  the population prefers  to  replenish  their 

batteries. This is particularly useful when dealing with a big dataset similar to the one used 

for  Newcastle.  The  first  attempt  of  calculating  (M)  value  is  the  average  time  of  charging 

events over a period of time. This is misleading as (M) calculates the most frequent time the 

users  tend  to  charge  their  car.  To  get  (M)  value,  the  day  is  to  be  devided  into  four  time 

spans, and then the total number of the charging events took place in each period (morning, 

afternoon,  evening  and  night)  is  calculated.  Figure  7‐20  demontrates  the  concept  as  for 

example, the morning starts from 6 am to 11:59 pm, the afternoon is from 12:00 pm to 5:55 

pm, the evening is from 6:00 pm to 11:59 am and the night is from 12:00 am to 5.59 am.  

 

Figure 7‐20: A display of most frequent time (M)  



 220 

As shown in Table 7‐7, if the January 2012 (M) is needed. The total number of the monthly 

charging events, which were made throughout  the day,  is calculated.  In order  to calculate 

the percentage of occurrence, the value of each quarter (e.g., morning 163) is divided by the 

total number of transactions of this month (e.g., 332). In some analyses, (M) is represented 

as one value, which is the highest percentage over a timeframe.  

Table 7‐7: Calculating the most frequent time method 

Year 

2012  Morning  Afternoon  Evening  Night  Total   %M  %A  %E  %N 

Jan  163  138  30  1  332  49%  42%  9%  0% 

Feb  160  196  47  2  405  40%  48%  12%  0% 

March  143  157  38  2  340  42%  46%  11%  1% 

 

Where M is morning, A is Afternoon, E is Evening, and N is Night. 

 

The calculation can be executed using the following Equation 7‐2: 

 
Equation 7‐2: Most frequent time (M) 

 

� � � ���� �������� ���� (�!)= 

�� (���� (HOUR(δ) < 6, "�����", 

��(����(�) < 12, "�������", 

��(���� � < 18,AFTERNOON. 

��(����(�) < 24, "�������")))  

Where 

Y  is the year  

m  is the month  

n  is the EV population 

X  is the user ID 

δ              is the arrival time 

x  is the CP 

The second variable is the Average Time Spent (A). This variable is calculated as per (Equation 

7-3).   

Equation 7‐3: Average time spent (A) 

� � � ������� ���� �����  �! = (���� �� ��������� � − ���� �� ������� (�) 
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The mean value is a correct measure of (A) as  it  indicates their willingness to spend time 

charging. However,  in  the Most Frequent Time,  the mean value  is misleading.  It has  to be 

calculated as the exact timing of the charging sessions. 

The third variable is the Weekdays (ω) which calculates the ratio between the number of 

transactions  made  during  the  weekends  and  the  weekdays.  It  can  be  calculated  as  per 

(Equation 7‐4). 

 Equation 7‐4: Weekday‐weekend calculation 

� � � % ������� = TEXT((��� �� �ℎ����, "����")/ � ����) ∗ 100

 

 

 

Where � is the number of days of charging events without repetition  

 

The charging pattern‐related variables are identified and quantified, see (Table 7‐8). To run 

the  analysis,  the  variables  should  be  wisely  selected  as  well  as  the  Dependent  Variable 

(DV). The clustering analysis will be based on an equation maximising or minimising the DV 

(in this case maximize), the Total Energy Used (Λ).  

Table 7‐8: Behavioural attributes: charging variables 

1  History (Η)  In  months,  the  total  number  of  months  the  charging  point  has 

been installed and used. (CYC data) 

2  No. of users 

(η) 

The total number of EV drivers used the charging point over 2012 

(CYC data) 

3  Distance from 

centres (ι) 

Metric distance measuring the road  length between the charging 

point and the nearest residential district core. 

4  Transactions 

(τ) 

The  total  number  of  transactions made  by  the  users  in  2012  in 

each charging point. (point not site) 

5  Average time 

spent (Α) 

In minutes, the average time spent by drivers charging their cars 

using RF. (CYC data) 

6  Most Frequent 

Time (Μ) 

Discreet  data,  showing  the  most  frequent  time  of  the  day  the 

drivers  tend  to  charge  their  cars  using  a  specific  charging point. 

(morning = 1, afternoon =2, evening =3, night =4) 

7  Weekdays (ω)  Percentile,  the  weekday  to  weekend  ratio  converted  into 

percentage. This value shows when the RF is being used over the 

week. 

8  Total Energy 

Used (Λ) 

In  KW,  the  total  energy  spent  charging  cars  by  each  RF  in  year 

2012. (Dependent variable, Profit indicator) 
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Table 7‐9  concludes  the 38 CPs’  location‐related  variables  (measures), which  include  the 

three configurational values (I, C, and MD), three spatial values, and the history (indicates 

the years the CP was in operation). 

Table 7‐9: 38 CP’s spatial measures 

 

CP ID 

 

On/

Off  

Stre

et 

Integratio

n 

Connectivit

y 

Mean 

Depth 

Distance 

from 

Centres 

Traffi

c  

Count

s 

Public  

Awarenes

s 

 

History 

20006  2  1.01084  7  11.2234  500  17394  27  25 

20007  1  0.81448  2  13.6882  400  12663  25  11 

20008  1  0.81448  2  13.6882  400  12663  25  11 

20059  2  1.01179  9  11.2138  300  23652  34  22 

20049  1  0.91787  5  12.256  400  23652  5  7 

30050  1  0.91787  5  12.256  400  23652  5  7 

30051  2  0.81271  5  13.7158  300  12663  9  25 

40012  2  0.94335  8  11.6065  350  6457  5  22 

40013  2  0.94335  8  11.6065  350  6457  5  22 

40004  2  1.08422  19  10.5315  400  12663  11  24 

40005  2  1.08422  19  10.5315  400  12663  11  24 

40025  2  0.97521  3  11.5969  600  23652  5  22 

40026  2  0.97521  3  11.5969  600  23652  5  22 

40018  2  1.00146  12  11.3192  400  23652  20  21 

40019  2  1.00146  12  11.3192  400  23652  20  21 

30056  2  1.00569  9  11.2758  200  6457  5  22 

30057  2  1.00569  9  11.2758  200  6457  20  22 

30058  2  1.03265  10  11.1173  400  20589  20  22 

30059  2  1.03265  10  11.1173  400  20589  20  22 

10002  1  0.77028  5  14.4163  150  9497  39  22 

10003  1  0.77028  5  14.4163  150  9497  39  22 

10004  1  0.77028  5  14.4163  150  9497  39  22 

10005  1  0.77028  5  14.4163  150  9497  39  22 

10006  1  0.77028  5  14.4163  150  9497  39  22 

10007  1  0.77028  5  14.4163  150  9497  39  22 

20046  2  1.0467  6  10.8732  500  36315  23  25 

11077  1  0.95292  3  11.8449  200  9497  2  18 

30055  2  1.02234  7  11.1085  300  23652  34  25 

30060  2  0.96062  4  11.7579  500  36315  6  25 

10026  1  0.74405  4  14.8892  600  12663  18  26 

10029  2  0.86686  1  12.9215  100  6457  2  10 

40010  1  0.89105  5  12.5978  200  23652  11  22 

40009  2  0.84387  5  13.2463  600  12663  18  22 

40021  2  0.84387  5  13.2463  600  12663  18  22 

40011 NE4  2  1.03356  10  10.9987  350  6457  2  22 

30007 NE8  1  1.04996  5  10.8425  350  17394  5  21 

30008 NE8  1  1.04996  5  10.8425  350  17394  5  21 

11067 NE8  1  0.85383  5  13.1034  150  17394  5  20 
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7.5 Clustering Analysis and the E‐mobility System 

After introducing all spatial and behavioural variables, a clustering model was developed to 

provide  a  description  of  what  the  prototypical  shape  of  an  EV  recharging  infrastructure 

should  be.  The  use  of  clustering  techniques  to  group  different  cases  while  considering 

different continuous and categorical variables as it was previously explained in Chapter 4.   

 

This next section presents a RF‐oriented study through a clustering model. There are many 

factors were  considered  in  this  analysis; behavioural,  technical,  spatial  configuration,  and 

demographics.  Spatial  configuration  analysis  is  conducted  to  ultimately  help  developing 

design  tools  for  planning  authorities  and  policy  makers.  This  should  benefit  the  EV 

stakeholders as  it  identifies  the main  influential  factors affecting  the use of RFs,  the main 

features and can potentially provide guidelines for smart RF network for a more optimized 

roll out of RFs. 

7.6 Spatial Clustering of RFs 

The TwoStep clustering method is selected; spatiotemporal analysis of users’ charging and 

driving  patterns  is  executed  to NE1, NE4  and NE8.  The model  is  based  on  analysing  420 

users records spanning the year 2012 using the 38 CPs. As  it was explained  in Chapter 4, 

the majority of these RFs are located in NE1, having 26 CPs, 4 CPs are in NE4, and 8 CPs are 

in NE8, see (4.1 Study Area: Background and E‐Mobility System, Figure 4‐3). 

 

There  are  some  key  alterations  that  can  be  made  to  the  selection  of  the  variables,  the 

maximum and minimum number of clusters, and the evaluation  fields. Clustering analysis 

involves several procedures as summarized by Milligan (1996): selecting clustering objects 

and  clustering  variables,  deciding  on  the  type  of  data,  variable  standardization,  choosing 

the  measure  of  association,  selecting  the  clustering  method,  determining  the  number  of 

clusters  and  interpretation,  validation  and  replication.  This  includes  a  description  of 

administration procedure of data collection, data cleaning and a description of the data set.  

In  this  model,  there  were  11  as  Independent  Variables  (IV):  Level  of  Awareness, 

Integration, Connectivity, Distance from Centre, Traffic Counts, On or Off Street, Number of 

Users, Transactions, Average time spent, Most Frequent Time, Weekdays, and History, see 

(Figure 7‐21).  
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Figure 7‐21: Infographic of input data for the clustering modelling  

7.7 The RF’s Clustering Model 

Following  the  same  clustering  technique  of  Chapter  6,  a  TwoStep  clustering  model  was 

performed.  As  for  the  quality  of  the  clusters  membership  and  formation,  the  following 

checks were made, see (Figure 7‐22). As per (Figure 7‐23), the model contains four clusters 

with  a  ratio  of  1.5, which  is  acceptable.  The number of  inputs  (categorical  and  continues 

selected variables) is 13. The overall distribution of cluster is balanced as it is indicated in 

the cluster quality bar, see (Figure 7‐22). There is not a dominant influential variable; Level 

of Awareness, On Street and Off Street, Integration, traffic Counts, and History are the main 

predictors, see (Figure 7‐24). 
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Figure 7‐22: Clustering quality   

 

Figure 7‐23: Clustering profiles 

 

Figure 7‐24: Clustering predictors 
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Four different clusters of RFs have been generated as the outcome of the TwoStep spatial 

built‐in  clustering  algorithm.  Each  cluster  has  main  features  that  identify  and  configure 

common  RFs  usability  attributes,  recharging  static  design  characteristics  and  spatial 

configuration values. The clusters are listed based on the size of the clusters.  

 

The first cluster, The Comfy, forms the biggest cluster and it contains eight RFs with a total 

of  11  CPs,  see  (Figure  7‐25),  This  cluster  has  a  very  high  Integration  and  Connectivity 

values meaning that these CPs are spatially connected within the road network. In the space 

syntax  literature,  Connectivity  measures  the  number  of  immediate  neighbours  that  are 

directly connected to a space (space here is the line that represents the road with the CP) 

(Hillier  &  Hanson,  1984).  These  11  CPs  identification  numbers  (IDs),  according  to  CYC 

identification  system,  are  20006,  20059,  30051,  40004,  40005,  40018,  40019,  30058, 

30059, 20046, 30055, and 30060.  

 

This cluster contains On Street CPs, and they are being used by the inhabitants and visitors 

during  the  noon  /  lunchtime  period,  mainly  on  weekdays  (10%  on  the  weekend).  This 

implies that the charging session does not happen before going to work and probably this is 

not  the  first destination of  the day.  It  is worth mentioning  that  the CPs of  this cluster are 

highly recognised by  the public and users  (LoA value). The profit  is generated due  to  the 

high number of users. This means that users tend to use the CPs more often but for shorter 

time of charge (time of the charging event). This highlights a crucial matter; many charging 

events with  less  time  spent might  generate more  profit  than  fewer  charging  events with 

longer time spent, which makes more sense. People tend to rely on domestic charging due 

to  the  unwillingness  to  spend  time  charging  in  public  points  especially  the  On  street. 

However,  it  is  convenient  and manageable  to  stop  for  a  shorter  period  of  time  to  charge 

during  their daily  road  trips. This  implies  that drivers, who are used  to  charge  their  cars 

using  The  Comfy,  are  technology  literate  and  aware  that  a  10 minutes  charge  would  be 

sufficient to secure a journey back home.  

 

The  second  cluster  is  “The  Loser” CPs,  see  (Figure  7‐26).  This  group  forms  the  second 

biggest  cluster,  containing  six  FRs  with  a  total  of  10  CPs  (40012,  40013,  40025,  40026, 

30056, 30057, 10029, 40009, 40021, and 40011). These sites are On Street and have been 

active for almost two years. RFs of this cluster have significant features: 

 

i) poor parametric design which resulted in having under‐used RFs; 

ii) the six sites of this cluster are not recognised by the public (high value of LoA); 

iii) the sites are relatively distant from urban cores and very few drivers use these 

RFs, which negatively affect the profitability.  
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Two main observations can be stated; this cluster is not accessible (low Integration value) 

and has poor marketing (LoA). Marketing plays a major role in EV market, which is clearly 

reflected in this cluster.  

 

 

Figure 7‐25: Cluster 1‐ “The Comfy”‐SPSS 
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Figure 7‐26: Cluster 2‐“The Loser”‐SPSS 

The  third  group  is  the  “The  Settled” CPs,  see  (Figure  7‐27).  This  cluster  has  eight  CPs 

(20007, 20008, 10002, 10003, 10005,10006, 10007, and 10008)  located across  two sites. 

This cluster contains the  least number of RFs as at one site there are six CPs. This cluster 

has a different nature in comparison to the previous two clusters. The RFs are located Off 

Street;  however, with  a  very high value of  (LoA),  and have been  installed  for  almost  two 

years. The RFs of this cluster have low Integration values, Connectivity values, and are not 

located close to residential areas. Users charge their cars in The Settled RFs are only used 

over the weekdays and usually in the afternoon. Users that tend to charge using any of the 

RFs of this cluster, are not willing to spend time charging. In other words, users charge for 

almost less than 10 minutes, which may take place in two cases: 
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i) very  low SoC when arriving  the CP:  the  time  is  spent  to  replenish  the battery 

with enough power to take them home.  

ii) moderate SoC while depending more on domestic charging: the time is spent to 

replenish the battery with a few kilowatts (opportunity charging, see Chapter 1: 

1.3.4 E‐mobility infrastructure).  

 

 

 

Figure 7‐27: Cluster 3‐“The Settled”‐SPSS 

The fourth group is the “The Selective” CPs, see (Figure 7‐28). This group has the same size 

of the third one, it contains 8 CPs (20049, 30050, 10026, 30007, 30008, 11067, 11077, and 

40010). The CPs in this cluster are Off street, recently installed, and users are not aware of 

their locations (very low LoA value).  EV commuters who use these sites (20% of the times 

is weekends), charge their cars in the morning and tend to spend ample time charging.   
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Figure 7‐28: Cluster 4‐“The Selective”‐SPSS 

7.8 Clustering Discussion 

A spatiotemporal model was developed to cluster the charging network by identifying the 

main features of the most utilised RFs. This is to show the best setup for both On Street and 

Off  street  options.  This  relation  between  the  variables  and  the  total  energy  used  can  be 

observed from the formation membership of the clusters and the graphs show the quality, 

separation and distribution. The cluster quality bar displayed in (Figure 7‐22), reflected a 

fair  and  close  to  good quality  of  cluster  in  terms of  cohesion  and  separation.  The quality 

might have been better with a higher number of cases and a variety of variables. As shown 
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in (Figure 7‐24), LoA, On and Off Street and Integration are the most influential predictors 

forming the different EV clusters.  

7.8.1  Designing for the On Street   

Among the four clusters, the first one, “The Comfy” is the chosen one to be replicated when 

designing and planning for On street RFs. Under the process of assisting in the planning of 

future EV system, this model recommends to expand the EV systems with a nature of The 

Comfy cluster. This cluster setup meets the business needs of  the EV system as  it hits  the 

highest number of transactions made by the enormous number of users in an On street CPs. 

It is an overused accessible facility with a significant value of integration, connectivity and 

high number of users, which reflects suitability, accessibility and ease of reach within  the 

road network. This indicates that drivers feel comfortable charging their cars in On Street 

charging  location.  It  is  worth  mentioning  that  The  Comfy  is  perfectly  designed  to 

accommodate  charging  services  especially  for  the  fast  charging  option.  As  a  part  of  the 

recommendations  for  planning  authorities  and  policy  makers,  quick  chargers  are  to  be 

located  in The Comfy areas. Nevertheless, The Loser cluster needs to be deactivated  from 

the current systems and to be avoided in new network design. 

7.8.2  Designing for the Off Street   

In case of planning for Off Street,  there are two clusters to choose from: “the Settled “and 

“the Selective”. The first thought will be to select “The Settled” for replication of Off street 

CPs.  However,  it  is  very  important  to  analyse  the  outcomes  of  the  clustering  analysis  in 

relation to the site location of the RF. In some cases,  like this cluster, the interpretation of 

the analysis might be misleading. There are other factors affecting the use of six CPs out of 

the eight CPs of the cluster, they are workplace CPs. Due to the use of Civic Centre carpark 

by the employees, high records of transactions are made (as explained in this chapter, 7.4.2: 

Quantification of LoA).  

 

The second site  is a shopping centre car park, Eldon Square, which again justifies the use. 

This  pulls  the  options  down  to  The  Selective.  It  is  an  accessible  Off  Street  facility  with 

reasonable  values  of  integration  and  connectivity,  and  users  tend  to  have  long  charging 

periods  (four  to  six  hours), which  reflects  suitability.  The  number  of  users  is  considered 

small compared to the number of  transactions. This means that selective people prefer to 

charge  their  cars  particularly  in  The  Selective  and  are willing  to  spend  time  charging  in 

early  time  of  the  day.  The  selective  is  in  use  during  the  weekends  as  well  (20%  of  the 

transactions are made in the weekends). The locations of this cluster seem very famous and 

preferred placed for parking. This cluster does not represent a majority, only eight out of 38 
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CPs,  are  in  this  cluster  which  justifies  the  poor  level  of  the  whole  network  usability. 

Planning  authorities  need  to  understand  the  features  of  The  Selective  and maximize  the 

investment in installing CPs with a similar nature to it.  

7.9 Part B: End‐User Charging Personas 

In Chapter 6, the users profiles were identified based on the EV user study that was carried 

out. In part A of this chapter, the RFs were clustered into four clusters: the Comfy, the Loser, 

the  Settled,  and  the Misplaced.  In  this  chapter,  the  charging personas based on  empirical 

data are created, see (Figure 7‐29).  

 

 

Figure 7‐29: Network and EV user perspective matrix (prior to charging personas) 

 

Cooper (1999) created and defined Persona as: 

 

“a user-centred design method which sets up fictitious characters to represent 

the different user types within a targeted demographic group that might use a 

site or product.” 

 

A persona is a collection of realistic representative information. In this thesis, the target group is 

the EV users and the persona as a user-centred design method is employed to characterise the 

charging spectrums among the group. Charging personas can be defined as: 
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“EV users have non-linear charging patterns that change on weekly and 

monthly basis. A charging persona is the charging pattern of a user after 

tracking their charging records (location and timing) for a period of time not 

less than 6 months. Charging personas are associated with demographic and 

socio technical elements.” 

 

The charging personas are function of the charging‐related attributes identified in part A of 

this chapter. A charging preference can be described as (Elbanhawy et al., 2014): 

 

“Individual’s usual charging pattern that is convenient in terms of time, 

price, and location. The EV user demands an easy way to publically charge 

their car in addition to the domestic charging. Depends on the individual 

routine and mobility demand, and other socio economic and demographic 

reasons, the EV owner uses the car in a way that it suits their lifestyle.” 

 

To  classify  the different  charging preferences  of  EV users,  CYC dataset  II  is  analysed  in  a 

way  that  serves  the  research  objective.  From  the  definition  of  charging  personas,  the 

attributes Most Frequent Time (M) and Average Time Spent (A) are essential.  

7.9.1  Charging spectra 

Prior to integrating the charging measures M and A in an attempt to classify the charging 

preference; the charging practice has to be identified. The charging practice can be defined as:  

 

“The common practice of EV drivers using non-domestic charging network 

where the users charge their cars to commute not a matter of opportunity 

charging. A creation of charging spectrum that has different patterns. Each 

spectrum stems from: the desired road trip, initial SoC (as charging rate 

differs), confidence level and level of awareness, SoC in relation to the 

distance to be commuted, charger capacity and the willingness to spend time 

charging. There are five charging spectra (practices).” 

The dataset has been analysed based on the five charging practices, which stem from the current 

research, see (Figure 7-30).  

 

Figure 7‐30: EV charging spectra‐ type 2 
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The first charging practice is a10 minute‐charge, which will top up the battery with enough 

charge to at least commute around 4 miles in case of using Type 2 charger (in case of Rapid 

charger, more miles  and higher probability  to occur  in  the  charging  spectrum). Based on 

the literature and the EV user study, short‐distance commuters may stop to charge their car 

for 10 minutes. The second charging practice is a 20 minute‐charge which would be enough 

to  replenish  the  battery  almost  20%  charge  (differs  based  on  the  initial  SoC  before 

charging, refer to (Chapter 2, Section 2.3.2: Actual Daily Driving Needs). The third charging 

practice is a 40‐minute charge, which would allow the commuter to drive another 15 miles. 

The  fourth  and  the  fifth  charging  practices  are  for  those  who  are  willing  to  spend  time 

charging (one hour up to three hours and a half). The fifth practice is when the drive gets a 

full  charge  or  90%  charge  (it  is  advised  by  battery  technology  provider  to  charge  the 

battery only up to 90% for a better battery lifestyle). 

7.9.2  The charging trend 

To  interrogate  the  possible  charging  preferences,  the  first  step  is  to  look  for  a  charging 

trend that reflects the EV population. An insufficient group of EV users charging their cars 

in a discrete pattern does not assist the understanding of the charging patterns of current 

users. For example, a significant group of EV users tend to charge usually at the afternoon, 

for 15 minutes using a particular rapid charger in the city centre, will indicate a emergent 

behaviour, see (Figure 7‐31). 

 

 

Figure 7‐31: Visualising hypothetical EV charging trend 
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7.9.3  Forming User Charging Personas (UCP) 

Following this line of thought, the analysis is carried out by designing a matrix of four data 

arrangements,  see  (Figure  7‐32),  creating  five  user  charging  personas.  The  four  data 

arrangements are: 

i) Most frequent time value; 

ii) Cumulative value of all monthly charging events; 

iii) Average time spent sorted by charging spectrum (charging practice); 

iv) Percentage of the overall EV population. 

 

 

Figure 7‐32: EV charging personas formation data matrix 

 

By applying  the matrix  to  the  three and half years of operation charging records (service 

provider dataset Filter II) is administered in a spatiotemporal data analytics (secondary X 

axis chart) at these five levels of practices. The five personas are presented and discussed, 

see (Figure 7‐33) for hypothetical data representation of the charts. 
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Figure 7‐33: Explanatory‐cumulative data representation_ (M) and charging spectra (2 Xs graphs) 

The  personas  are  based  on  Nissan  LEAF  model  battery  capacity  and  consumption  rate. 

Equation 7‐5 calculates the charging persona membership based on M and A values.  

 

Equation 7‐5: Calculating charging persona membership 

 

���� �ℎ������ ������� ���

= ����� ( �������ℎ������, ������,�ℎ���������,���������ℎ,�ℎ���� ,  

����� ���� �� ���������  �

= −���� �� �������  δ ,TIME  0, 600,180,60,40,20 ,0 ,−1 ) 

Where the time is in minute 

The  five  personas  are  presented  in  five  different  graphs  similar  to  Figure  7‐33.  The  first 

persona is “The Top Up” contains those drivers who are willing to spend up to 20 minutes 

charging  their  cars  over  the  daily  road  trip,  see  (Figure  34).  This  can  be  down  to  10 

minutes,  which  is  sufficient  to  replenish  their  batteries  and  go  home  safely.  A  high 

percentage,  91%,  of  this  group  charges  their  car  for  10  minutes  only.  This  reflects  the 

reliance on domestic and workplace options. Almost half of the users charge their cars for 

10‐minute in the evenings, which means after work and probably on their way home. The 

other half is equally distributed over the mornings and the afternoons.  
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Figure 7‐34: First persona: The Top Up

 Lower X Axis:  H1 2010‐H2 2013 in months  
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The second persona  is “The Lucky Charge”  and contains  those drivers who are willing  to 

spend up to 40 minutes charging their cars throughout their daily road trips, see (Figure 7‐

35). The analysis showed that the majority of transactions made by this group are ranging 

between 10 and 19 transactions per month. These records were scored throughout the 3.5 

years. This means that this persona barely contributes to the overall charging events. Those 

users charge their cars in the mornings and the afternoons; in particular in the mornings.  

 

The  third  persona  is  “The  Good  Enough”  and  contains  those  drivers  who  are  willing  to 

spend  up  to  almost  an  hour  charging  their  cars  throughout  their  daily  road  trips,  see 

(Figure 7‐36). The analysis showed that the majority of transactions made by this group are 

ranging between 10 and 19 transactions per month. These records were scored throughout 

the  three  years.  This  means  that  this  group  barely  contributes  to  the  overall  charging 

events. The EV users with  this persona are  those who charge  their  cars at mornings,  and 

afternoons and in particular in the morning.  

 

The  fourth  persona  is  “The  Superb”  and  contains  those  drivers  who  are  willing  to  fully 

charge their batteries using RFs, see (Figure 7‐37). This means that they are so technically 

oriented and think wisely with respect  to electricity. This group does not have a problem 

with charging. This is due to the high probability of having access to workplace charging (as 

implied from the charging spectrum), which means that users do not need to worry if they 

did not charge at home. 

 

They save a lot as they probably do not mainly rely on domestic charging, they plan ahead 

so  that  they can have  full charge which will guarantee a safe daily  trip, and also  they will 

ultimately have the longest life time for their batteries. However, in case of having 3KW CP, 

this will only replenish 50 percent of  the battery capacity. Yet,  this  is still considered as a 

high  level of dependency and reliance on public charging services. Graphs reflect  that  the 

majority of the charging events of this group are more often during the day. Compared to 

other  groups,  50‐59  transactions  are made monthly. The  second highest  scores  are  these 

charging events that happen between 40‐49 times a month and the third ranked scores are 

over 60 charging events per month.  

 

The  fifth  persona  is  “Beyond  Charging”  and  contains  those  drivers  who  are  using  3KW 

chargers and/or have the luxury of fully charging their batteries using it, see (Figure 7‐38). 

The  charging  events  of  this  group  are  fairly  distributed  between  (20  and  50)  charging 

events  monthly.  Users  tend  to  charge  also  in  mornings,  afternoons  while  less  likely  at 

evenings, as displayed in Table 7‐10. 
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Figure 7‐35: Second persona: The Lucky Charge 
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Figure 7‐36: Third persona: The Good Enough 
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Figure 7‐37: Fourth persona: The Superb 
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Figure 7‐38: Fifth persona: Beyond Charging 

 Lower X Axis:  H1 2010‐H2 2013 in months  
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Table 7‐10: User charging persona matrix  

Charger Type  7KW  7KW  7KW  7KW  7KW  3KW 

Average Time 

Spent (A) 

>10 

Minutes 

>20 

minutes 

>40 

minutes 

>1 

hour 

Full Charge 

< = 3.5 hrs 

> 4 

hours 

Most Frequent 

Time (M) 
Morning  Afternoon  Evening  Night     

 

7.10 Concluding Remarks  

Chapters  6  and  7  addressed  two  of  the  research  objectives  of  exploring  users’  charging 

patterns and personas. 

 

Objective 1: Identify and quantify the spatial and behavioural attributes in 

order to investigate the correlation between the spatial features of the network 

and the charging patterns of EV users. 

 

Objective 2: Explore the charging pattern, profiles and personas of EV 

users, which responds to the diminished range anxiety issue of driving an 

EV. 

 

This  chapter  presented  two  different  analyses.  The  first  analysis  was  RF‐oriented.  The 

study  was  carried  to  cluster  the  RFs  according  to  the  identified  spatial  and  behavioural 

elements of e‐mobility.  

 

From a planning perspective,  the planners and policy makers would need  to have a  clear 

indicative description of  the RF design  characteristics  and  configuration  that provide key 

design elements as well as guidelines  for what  to expect  to have  in  terms of  the business 

needs.  This  chapter  interpreted  the  users’ data  in  a  meaningful  way.  The  developed 

clustering model outcomes provides guidelines and recommendations to  the design of On 

and Off street RFs. It observes that the spatial design attributes are not the only factor that a 

decision maker should consider while planning for RFs; behavioural and spatial attributes 

should  be  incorporated with  the  analysis  alongside  the  demographic  and  travel  demand 

measures.  Designing  RFs  is  a  complex  design  process  that  needs  integration  of 

sociotechnical and behavioural considerations. These considerations should be based on EV 

users’ feedback and experience, which justifies the importance of the ongoing research.  

 

- Designing  for  the  end‐user  requires  a  full  understanding  of  the  demand  prior  any 

further step; 

- Meeting EV users justifies their preference and concerns; 

- Time spent charging and arrival time are the two main strands of the behavioural layer. 
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The  second  part  was  about  the  evolving  charging  spectra  and  personas.  This  part 

undertook  exploratory  analysis  trying  to  interpret  the  current  social‐behavioural 

configuration  of  the  EV  system by  data  summarisation,  inference,  and  intuition  about  EV 

users  charging  spectra data.  It draws on  the drivers’  charging behaviour and attempts  to 

cluster their usage patterns via recording the transactions made using the RFs.  

 

To analyse the use of the charging network alongside the charging profiles and preference, 

a  simple  infographic was  designed  to  illustrate  the matrix  of  use,  see  (Figure  7‐39).  The 

matrix works as a collective matrix linking between the three layers of the system. From the 

planning authorities perspective, the design features and configurational design attributes 

that would:  

 

i) create an integrated system; 

ii) maximize the use of the charging network; 

iii) generate profits to the government tax revenue in the medium term; 

iv) to build a successful business model for utilities management companies. 

 

 

Figure 7‐39: The matrix of use 

 

The next chapter introduces the second phase of modelling, Chapter 8: Model ii: E‐Mobility 

main paradigms and platform selection. 

 



 245 

CHAPTER 8.  MODEL II: E‐MOBILITY MAIN PARADIGMS 

AND PLATFORM SELECTION 

 

“He said that he was going to charge me with theft by taking because I was taking 

power, electricity from the school.” 
 

   

 

 

By John Kamooneh, an EV driver in Atlanta (2015) 

 

 

 

 

Simulation modelling is the fourth employed method in this thesis. Prior to conducting the 

simulation  and  in  order  to  tackle  the  steps  of  development,  an  identification  of  the main 

paradigms  of  e‐mobility  is  necessary.  The  e‐mobility  system  is  a  subset  of  conventional 

modelling;  however,  the  system  has  unique  paradigms  that  may  affect  the  design  and 

development of the model. In order to simulate the EV population, this chapter provides the 

main paradigms of the e‐mobility simulation model followed by the selection criteria of the 

simulation platform.  

 

In  vehicular  simulation  (Chen  & Wang;  Paul,  2009;  Turner  &  Dalton,  Banos  et  al.,  2005; 

Valverde & Sol’e, 2002) and particularly in the context of EVs, it is very stimulating to study 

and analyse the emergent behaviour. This behaviour is a collective macro‐scale behaviour 

coming from the bottom‐up (Batty et al., 2012; Crooks et al., 2008; Li et al., 2006).  

 

Table 8‐1 presents a  comparative analysis between non‐EV and EV simulation modelling. 

This analysis is one of the prime steps in the process of developing the simulation model.  
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Table 8‐1: Conventional and e‐mobility comparison 

Paradigms  Conventional  (non EV) Mobility  E‐Mobility 

Problem 

class 

Congestion (queuing theory), traffic management, air quality, 

noise, and fuel usage, finding solutions to decrease the number 

of usage 

Infrastructure integration, charging habits, energy usage, market penetration 

(Well‐to‐wheel studies), EVAR, finding solutions to decrease CO2, increase 

market uptake congestion is NA as this model is to simulate the behavior of EV 

drivers finding charging points in the road network ( No Queuing theory) 

Possible 

applications 

Planning and policy makers, traffic impact assessment, parking 

and pedestrian studies, sensitivity analysis, traffic safety, 

forecasting and controlling traffic, optimizing traffic flows 

Social and Engineering Sciences, daily dairies (Charging behavioral 

characteristic), planners and Policy makers, EV and batteries manufacturers, 

technology providers, renewable energy, R&D. 

Solution  ABM, CA, both, or geo‐simulation (Not analytical) 
ABM for IF THEN rules, complex space‐time, and computational tasks of 

collective agents (Not analytical) 

Source of 

date 

Theories, Artificial Intelligence (AI), interviewed and surveyed 

persons (driving pattern) 

Interviewed and surveyed EVs early adopters and market stakeholders in 

addition to AI, IF then rules, etc. 

Aim  Shortest path propagation  Nearest charging point 

Market and 

R& D 

development 

Different platforms, integration of different approaches and 

applications 

Niche market. Little literature focusing on integrating EV simulation with 

other applications (not urban planning) 

Simulation 

Environment 

layers/ 

Classes 

Layers: (Balmer et al., 2004) (1) Physical layer,  (2) Mental 

layer, (3) Feedback layer, (4) Condition layer. 

Layers:(Lombardo and Petri, 2004) (1) Reference layer, (2) 

Route feature layer, (3) Event layer 

CA:(Benenson and Torrens, 2003). 

(1) Estate (fixed), (2) Agent (non‐fixed), 

D‐ Classes: (Narzisi, 2008). (1) Environnent, (2) Agents (state, 

parameters) 

Layers/Classes: 

 

(1) Simulation environment (network, city topology and charging points) 

(2) Autonomous Agents (vehicles showing battery states) 

(3) Rules (mathematical, activity based or AI) 

Interactions  More direct interaction with agents  More interaction with the environment 

Route choice  Travel time, distance, and cost  Travel time, distance, and battery state 
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Paradigms     Conventional  (non EV) Mobility  E‐Mobility 

Choices and 

decisions' 

factors 

Time, mode, location  O‐D matrix, time granted, full‐electric range, charging location/time 

(initial battery state, and power capacity)  

Mobility mode 

choice 

All modes of vehicles ‐ Battery Capacity is N/A  One  mode  /  simulation:  e.g.,  private  cars  with  different  batteries 

capacities 

Agents goals  Macro and Micro goals 

Reactive agent's 

brain (key 

traits) 

Selfish principle  in reaching goal,  fine‐tuned parameters (speed, 

gap between vehicles, queuing, collision detection, and brake. 

Selfish principle  in reaching nearest charging within vicinity, check 

state  of  charge,  charging  time,  parking  lots.  Speed,  gap,  lanes,  and 

brake are N/A. 

Behavior  Vehicles traits/flow in traffic (route)  Charging behavior (profile) 

Key 

components  

Roads,  intersections,  traffic  lights,  pedestrians,  vehicle's  speed 

and size 

Vehicles and battery type and capacity, no. of users, charging points  

GIS‐ 3D 

visualization 

Example:  recreational  areas  visitors'  movement,  traffic  impact 

analysis  

Gap in the literature ‐ lacks technical depth and temporal detail  

ITS strategies 

integration  

Message  signs,  transit  signals  priority,  corridor  alternative 

analysis, control techniques 

Nearest  charging  point  is  considered  based  on  location  and 

availability reported by NAVSAT. 

Multi agents  Traffic:1‐  Network  (destinations  and  roads)  2‐Vehicles,    3‐

Control 

EV:  1‐Network  destinations,  roads,  and  parking  lots)2‐Charging 

points,3‐Vehicles, 4‐Batteries, 5‐Drivers  

Routes of 

evolution  

1‐Theories,  2‐  Knowledge  based  findings  (Activity  based 

approach), 3‐Artificial Intelligence (IF then) 

Knowledge based findings and IF THEN rules (if required ) to apply 

more rules related to battery state and availability of charging posts 

Table 8‐1: Comparative Analysis‐ Non‐EV and EV: (Acha et al., MVA, 2011; Fellendorf, 2010; Element Energy Ltd, 2009; Doniec. A,  Balmer et al., 2008; Ali et al., 2007; Ali and 

Moulin,  2007B; Wang,  Bazzan,  Chiu  et  al.,  2005;  Burghout,;Arampatzis  et  al.,  Lombardo  and  Petri,  2004;  Benenson  and  Torrens,  2003;  Paruchuri  et  al.,  2002;  Bishop  and 

Gimblett;  Bell et al.,  Jiang, 2000, Hall, 1997) 



 248 

It  can  be  observed  from  Table  8‐1  that  the  EV  population  is  not  entirely  a  new  type  of 

simulation  compared  to  conventional  mobility.  They  have  lots  of  common  and  mutual 

parameters;  whereas,  the  first  has  some  unique  parameters  that  signify  its  simulation 

nature. This implies that the EV population is a sub set of the conventional mobility data. EV 

population is a small part of a  large group; depends on the application and the end‐users' 

requirements, and the simulation setup changes (ElBanhawy et al., 2012; López‐Neri et al., 

2010;  Robinson,  2007;  2008).  The mutual  paradigms  are  clear  and  recognized  e.g.  roads 

network  layer,  some  of  the  agents'  behaviours  and  traits,  goals  scale,  visualization  and 

Geographical Information System GIS purposes, and the way the ABM is structured. Unique 

paradigms  e.g.,  battery  state,  charging  preferences,  number  of  destinations,  and  parking 

areas  exist  due  to  the  differences  in  simulation  aims  and  targets.  Figure  8‐1  depicts  a 

schematic  visualisation  of  the  e‐mobility  system  highlighting  the  givens  and  expected 

outcomes of the simulation.  

 

 

Figure 8‐1: Schematic e‐mobility system simulation model 

 

For example, both EV and non‐EV can be typically replicated within a conventional mobility 

simulation where  the network and  controlling  rules  are applied.  Since  the vehicle  type  is 

not  an  influential  parameter  that  may  affect  the  simulation  results,  the  EV  will  not  be 

recognised  as  a  low  carbon  vehicle  in  such  simulation.  However,  in  other  applications 

pertinent  to  air  quality  and  noise,  the  EV  is  recognised  as  it  would  have  different 

environmental and acoustical calculations (Hodges & Bell, 2011). In this context, the main 

attention  is  to  the charging behaviour. A prototype  is  chosen, Nissan LEAF (Nissan LEAF, 

2014b), using the same vehicle’ assumptions and consumption rate in all studies.  
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The  AB  technique  enables  capturing  the  dynamic  effects  and  real‐time  interactions  (Lee, 

2010) between the users and the charging network (ElBanhawy et al., 2012). There, agents 

(EVs)  may  execute  various  behaviours  appropriate  for  the  EV  system  they  represent 

(Bonabeau,  2002).  The design process  of  the  agent  architecture  is  a  long developing  and 

evolving process. This part of  the  thesis  takes  the reader  through  the development of  the 

agent architecture and computational technicalities of the model. 

8.1 The Evaluation of Available Platforms  

The  simulation  model  mechanism  is  introduced  in  Chapter  9.  In  order  to  execute  the 

simulation  model,  selection  criteria  have  to  be  established  to  select  the  appropriate 

platform. This process started with outlining  the basic essentials  the platform requires  to 

run  the  desired  model.  Once  the  requirements  are  clear,  a  systematic  overview  of  the 

current  available  platform  that  may  support  the  simulation  of  e‐mobility  system  is 

presented. Following the identification of appropriate platform, a filtering process based on 

the  requirements  of  the  research  was  applied  to  establish  the  simulation  modelling 

application that were deemed appropriate for use within the scope of the research.  

8.2 Basic Requirement: Vehicular Simulation  

This chapter aims at identifying a commercial platform, which is capable of running hybrid 

models while  incorporating both visual and non‐visual aspect of  the system. This process 

involves understanding  the needs and  the  requirements of  the  research and  identifying a 

set of fundamental features in the desired platform to meet those needs. The platform was 

identified  based  upon  either  current  capabilities  or  evidence  of  future  development 

appropriate  for  the desired application. The review therefore concentrated on  identifying 

and selecting software from four categories: 

 

i) Vehicular simulation (high level of complexity, see (Figure 8‐2) 

ii) Individual dynamics (social behavioural simulation); 

iii) Visualised 2D simulation and handling 3D modelling if needed; 

iv) Built  in  scripting  Capabilities  to  control  entities  behaviour  based  on  agents 

states 
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Figure 8‐2: Vehicular simulation interactive tool 

8.2.1  Is Excel an option? 

The  social  behaviour  types  of  phenomena  have  lots  of  interdependencies,  time‐delayed 

occurrence,  interaction  and  multiple  events.  This  adds  more  challenge  to  model  it  as  it 

requires regular real‐time updates (Chen, 2009). Analytical solutions and MS Excel package 

can model simple or even complicated environments events; however, they lack the spatial 

and  virtual  representation  of  models.  In  addition,  MS  Excel  works  more  with  the 

optimization  problems  and  successfully  provides  reliable  outcomes, which  is  different  in 

case of using simulation modelling. In simulation, all feasible solutions are texted randomly 

and several  trials and runs are simulated with spatial  representation of  the environment. 

Randomness,  time  delay,  independencies,  system  interaction,  complexity,  spatial 

interaction,  and  individual  decision  rules  (social  force)  are  the  reasons  behind  utilizing 

simulation modelling to solve the present problem (Borshchev, 2013; Lee, 2010; Gilbert & 

Troitzsch, 1999; Troitzsch, 1997). 

8.2.2  Available potential  software 

Due  to  the  e‐mobility  system  complexity  and hybrid  techniques  being  used,  the  platform 

should be able to:  
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i) Import external files .xlsx and .csv files and other formats; 

ii) Code  editor  while  simulation  is  playing,  less  scripting,  more  interactive  user 

interface (drag and drop objects and entities); 

iii) Fast to learn and to create models, visuals iterations and simulation runs rather 

than texts and codes; 

iv) Show run time errors and compile time errors, with a fast simulation time; 

v) It does not require high level of details (LoD) in the creation of the entities; cars 

can be presented with simple geometric shapes.  

 

Following the identification of the basic requirements, a list of available potential software 

was established. Table 8‐2 summarises the main features of six commercial platforms. 

 

Table 8‐2: Platforms main paradigms  

Platforms 
Simulation 

Technique 

Simulation 

Environment   
Application 

MASON  Single process‐ 
discrete‐event, 
ABM  

Layers: 1‐Agents and the 
schedule, 2‐ Fields 

Intensive computational 
applications (large group)  

VISSIM  Discrete 
simulation‐
object oriented 
programming‐
OOP 

Vehicular model: Blocks: 
(1) Infrastructure 
(2) Traffic (Vehicles) 
(3) Control  
Pedestrian model:  
(1) Fixed routes 
(2) Dynamics routes 
(3) Dynamic Assignments 

Realistic driving and 
pedestrian behavior. 
Microscopic and traffic 
operation 

Anylogic  Hybrid (ABM, 
Discrete event ‐
System 
Dynamics) 

Classes: 1‐ Environment 
(main), 2‐ Agent (People)  

Several ABM applications: 
agents can be: consumers, 
vehicles, equipment, 
products, or organizations 

Swarm  Agent and 
individual based 
modellers 

Swarms, collections, 
actions, schedules, 
observers 

RePast, Ascape and 
MASOn creator 

NetLogo  Discrete time 
steps‐ multi‐
agent 
programming 

Layers: 
1‐ Network‐ Link 
segments 
2‐ Nodes (intersection) 
3‐ Control Features  

Education purposes, short 
time simulation, local 
intersection of agents and 
grid environment 

RePast  Discrete time‐
OOP, scheduling. 
Multiple 
computational 
agents 
&personality 
trait modelling 

Environment (main class) 
and Agents (layers): 
1‐Properties (Topology) 
2‐Networks (Transport) 
3‐Diffusion models (info) 

Social network and 
dynamic models  

Table 8‐2: ABM Platform techniques, environment, and applications (Lytinen et al., 2006; Revilla et al., 2005; 
Doniec, 2008). 
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As  it  can  be  observed,  all  listed  software  run microscopic  simulation  and  simulate  social 

science  phenomena.  After  checking  all  of  the  software,  each  has  an  edge  on  the way  the 

model is processed. The second selection phase was to apply a filtering process to identify 

software  unsuitable  for  further  consideration  and  those  that  required  further  and  more 

detailed study.  

 

i) Filter 1: Agent based modelling 

ii) Filter 2: Execution of different simulation techniques 

iii) Filter 3: Message based protocol between the agent and the entity 

iv) Filter  4:  The  ease  of  integrating  vehicular  movement  prediction  techniques 

(Easy Implementation)  

 

8.2.3  Filter 1:Agent Based Modelling (ABM) 

In order to execute such model, an ABM platform is needed. Several platforms can be used 

to simulate ABM. The desired platform needs  to  incorporate agents’  traits. The EV agents 

sense and act upon the urban environment, they try to fulfil a set of goals (Schelhorn, 1999) 

in a complex environment like the e‐mobility system. There, independent perceptions and 

individual decisions are taken and virtually presented (Li et al., 2006). These agents reflect 

how  individuals  behave  (North,  2010;  Macal  &  North,  2009;  Chen,  2009)  and  learn  and 

engage in dynamic strategic interactions (space, time, information exchange (Chen, 2012). 

The EV agent has dynamic relations with other agents/ simulation environment (message 

protocol based), have a spatial component  to  their behaviours and  interactions (adhering 

vehicular movement prediction technique). 

 

The  agent  architecture  (LoD),  real‐model‐correlation  ratio  and  scale  are  problem‐based 

decisions, which  should be wisely decided. This  should enable  the ABM building a model 

that  balances  between  needed  complexity  and  acceptable  assumptions  (AnyLogic,  2009). 

There are various possible LoDs to create the agent architecture within the model; a good 

enough LoD that serves the phenomenon is considered. Although if the model handles only 

simple architectures (stop‐drive, LoD 1), that will not solve the simulation problem. Figure 

8‐3, illustrates the different levels of complexity with respect to driving behaviour. To run 

such a model, an interactive platform, which can accommodate LoD 3, is required in order 

to stimulate the agent architecture, which is explained in Chapter 9.  
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Figure 8‐3: Stop‐ Move‐ 3 LoDs of ABM statechart 

To  assess  each  software  for  filter  1,  a  simple  model  was  developed  to  evaluate  the 

platforms.  The  model  is  very  basic,  it  has  all  the  simulation  environment  elements  but 

simulated as a single agent going around a simple network, see (Figure 8‐4).  

 

 

Figure 8‐4: ABM key elements 

Before  proceeding with  the  second  filter,  a  broad  overview  of  the  pros  and  cons  of  each 

platform was needed. Table 8‐3 below summarizes a brief comparison of the key issues of 

the  platforms.  MASON,  VİSSİM  and  Anylogic  are  the  platforms  that  can  perform  3D 

representation.  
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Table 8‐3: Platforms pros and cons 

Platform  Pros  Cons 

MASOn  Fast execution speed, clever, 

high  complex  problems, 

good  user  interface, 

generate graphs and charts  

3D  display  only  ,  non‐standard  and 

sometimes has confusing terminologies, 

problems  in  interface  and  

programming 

VISSIM  2D  and  3D  visualisation 

suite, GIS, fast, high complex 

problems,  good 

functionality  of  traffic  flow, 

measure  of  effectiveness 

(MOE's) reports. 

Mathematical  models  are  behind  the 

modelling (check centralised approach)  

Anylogic  Fast,  code  writer,  drag  and 

drop,  GIS,  high/  medium 

complex problems 

3D  display  only,  poor  visualization, 

medium complex ABM problems 

Swarm  Clever,  stable,  well 

organised,  clear  conceptual 

basis,  clear  separation  of 

graphical  interfaces  and  the 

model.  

Medium  execution  speed,  minimum 

complex  problems,  incomplete 

documentation, weak error handling,  

NetLogo  Less programming time and 

error checker 

No 3D,  no GIS, slow, minimum complex 

problems, and no reproducibility  

RePast  Fast,  GIS,  high  complexity, 

advanced  UI,  geographic 

and network function 

No 3D, no built‐in method to randomize 

orders among agents 

Table 8‐3: ABM platforms pros and cons‐ (Lytinen et al. 2006; CiOffi‐Revilla et al. 2005; Doniec, 2008).  

 

8.2.4  Filter 2: execution of different simulation techniques 

The  second  filter  was  to  have  the  capability  of  simualting  diferent  techniques  (Discrete 

Event and Systems Dynamics) and also execute hybrid models (ABM and DE). MASON has 

been removed from the list as it only performs 3D modelling and provides level of detailing 

that  is  not  needed  for  the  desired  system.  Table  8‐4  articulates  the main  paradigms  and 

capabilities. 
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Table 8‐4 : Main paradigms and capabilities 

Platforms  Simulation  Complexity  Programming  Time  Purpose 

Swarn  Pure ABM  Simple  SCALA‐object‐
oriented language  

Medium   Cellular 
Automaton 

AnyLogic  Hybrid  Complex+  
Library 

Code‐writer‐ 
Drag and Drop + 
Java 

Quick  Decision + 
Rules 

NetLogo  Pure ABM  Simple  Template based + 
script 

Quick for 
simple 
problems 

Education 

RePast  Pure ABM  Complex  Hard‐coded‐  
Java 

Slow  Decision + 
Rules 

VISSIM  Deterministic 
micro 
simulation 

Depends on 
the LoD 

C‐Code 
(embedded 
Controls 
Developer) 
Drag and Drop + 
property 
configurations} 
AND 
C++ 

Depends 
on the 
LoD 

Visual 
Simulation 

 

8.2.5  Filter 3: message based protocol (agent and entity) 

The  third  filter  was  to  ensure  that  the  platform  can  accommodate  sending  messages 

between  the  agents  and  the  entities  (as  default  agents  send  to  each  other).  Simulating  a 

hybrid  model  requires  a  message‐based  protocol  to  connect  between  the  AB  and  DE. 

Regardless  of which  is  embedding which,  the  agent  is  inside  the  entity  or  the  other way 

around,  this protocol  is mandatory. A  list of  the  instances of exchanging messages can be 

summarised as follows: 

 

i) an entity sends message to agent: updates while the entity passes by CP; 

ii) the agent sends message to the entity with the state of the battery (in case it is 

approaching a critical zone, it needs to be charged); 

iii) the agent sends coordinates (Origin X, Origin Y); 

iv) the agent sends coordinates one entering the critical battery zone (X1, Y1); 

v) the agent sends coordinates exiting the critical battery zone (X2, X2); 

vi) the agent checks the nearest CP (distance To X charging, Y charging). 
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8.2.6  Filter 4: ability of integrating movement prediction techniques    

The  fourth  filter  is  the most  important  one  assesses  the  easiness  of  executing  the model. 

Effort and time needed to design, run, amend, and retrieve the results. After understanding 

the  main  paradigms  of  EV  systems,  the  simulation  model  should  contribute  to  a  more 

integrated  approach  to  analyse  and design  the  EV  charging  network.  In  other words,  the 

selected platform should be reliable and capable to simulate behavioural characteristics of 

drivers,  display  the  same  results  with  less  effort;  it  should  simplify  the  simulation 

environment  configuration  and  the  visualisation  of  integrated  techniques  for  a  better 

assessment,  see  (Figure  8‐5),  and  provide  more  flexibility  in  changing  simulation 

parameters and future situations.  

 

In order to decide which one can perform the model, the simulation objectives have to be 

clear.  The  desrire  is  to  model  an  interactive  and  flexible  tool  that  supports  design, 

behaviour,  system  changes  which  eventually  represents  the  desired  phenomenon  in  a 

better way (Ehlert, 2001).  

 

 

Figure 8‐5: Example of integrated visualisation and simulation environment 
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8.2.7  The decision  

The  final  filtering  processes  eliminated  Swarm,  NetLogo,  Repast,  and  MASSON,  VISSIM 

platform  showed  positive  results  in  terms  of  3D  visualization,  see  (Table  8‐5).  Previous 

literature has shown that it has been utilised to simulate traffic and it has been successful in 

merging  traffic  simulation with 3D modelling (Nomden et al., 2009). However, due  to  the 

unique nature of EV population, EVs simulation will not require massive traffic and complex 

network  data  as  an  input,  refer  to  the  previously  discussed  main  paradigms  of  EV 

simulation earlier this chapter. 

 

A more AB oriented platform in modelling would get more credits and higher preference. 

Anylogic is ABM platform in the first example, accommodates hybrid problems (if needed), 

requires  less  coding  (code writer)  and has  an  interactive  simulation  environment, which 

facilitates having IF THEN rules and AI algorithms via Java coding. Built‐in logic, statecharts 

options and API (Application Programming  interface) would perfectly  facilitate modelling 

EV population with less coding effort.  

 

Table 8‐5: Summary of platform selection result 

Platform  Swarm  Anlogic  NetLogo  Repast  Masson  Vissim 

Fliter 1  Yes  Yes  Yes  Yes  Yes  Yes 

Filter 2  No  Yes  No  Yes  Yes  Yes 

Filiter 3  No  Yes  No  No  Yes  Yes 

Filter 4  No  Yes  No  No  No  Yes 

 

 

8.3 Concluding Remarks 

This  chapter  presented  the  main  paragims  of  the  e‐mobility  system  and  discussed  the 

relavent  platform  that  may  simulate  the  EV  population.  It  addressed  the  third  research 

question: 

 

 RQ3: What are the main paradigms of e-mobility compared to conventional 

transport? 

 

AnyLogic 6 platform has been chosen among the rest of the collection due to its capability 

of merging between ABM and DE forming hybrid models in a large group simulation. It has 

been  sussessfully  utilized  in  numeruos  literature.  It  is  recoagnized  as  a  rapid,  compose 

industrial‐strength ABM and DE within  the  same visual  environment with a  friendly user 
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interface.  It  supports  ready  constructs  for  defining  agent  attributes  and  environmental 

model with a rich visulaization capabilities (Borshchev 2004). The selected platform can: 
 

- Produce hybrid models (ABM and DE); 

- Simulate micro‐dynamic large‐group simulation (vehicular movements); 

- Have a fast execution time, stable, interactive and reliable agent based modelling; 

- Require less coding for adding IF THEN simulation rules; 

- Simulate 2D and can be coupled to realistic 3D visualization solutions, see (Figure 8‐6); 

- Simulate societal and behavioural models; 

- API collects and accepts GIS in case, if needed, see (Figure 8‐6) 

 

 
 

Figure 8‐6: Simulation and visualization diagram showing flow of data 

 
 

The next chapter presents the agent architecture and the application of employing Anylogic 

to simulate e‐mobility.
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CHAPTER 9.  MODEL III: E‐MOBILITY AGENT 

ARCHITECTURE AND COMPUTATION 

 

“I really miss stopping for gas and then feeling the need to buy junk food because I 

stopped. Losing a lot of weight not stopping at gas stations to fill up on gas and junk 

food.” 

 

 
 
 

By an anonymous EV driver, Tesla Owner (2013) 
 

 

 

This  chapter  builds  on  the  previous  chapter  and  discusses  the  application  of  using 

simulation modelling  in  e‐mobility  context.  The  chapter  is  divided  into  two  parts.  Part  A 

presents the agent architecture of e‐mobility simulation modelling. The development of the 

agent  architecture  comprised  three models.  Part B presents  the  simulation  theory of  two 

simulation  mechanisms  (paragons)  with  all  related  computational  and  technical 

assumptions.  Comparisons  are  made  between  the  two  paragons  to  identify  the  use  and 

main features of each, see (Figure 9‐1).  

 

Figure 9‐1: Chapter structure 
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9.1 Model I:  The Agent Moves Arbitrarily ‐  First Agent Architecture  

The first model is a very simple and primitive architecture. The EV (battery) is represented 

as anonymous agent. Agents are denoted by oval shapes (car) and there is no defined path, 

which the agents may take. The population (number of agents) is a hypothetical number of 

EV users; the simulation environment is a square shape (6 * 6 km 2). All agents follow the 

same statechart, see (Figure 9‐2). The statechart links the car movement to the battery SOC. 

The initial state of the agent (charged‐highlighted in yellow) is a static phase (at origin‐the 

origins are randomly distributed) and the battery is charged (80%‐ as per the literature as 

the  majority  of  users  depend  on  domestic  charge).  The  second  state  (semi  charged‐

highlighted  in  red)  is when  the  agent  starts  to move  arbitrary  in  the  simulation  (square 

shape). Eventually,  (simulation time corresponds to real  time),  the cars run out of charge 

(flat  rate,  driving  in  the  city  centre,  Nissan  LEAF  consumption)  (Nissan,  2010).  The 

transitions (driving and approaching CP) are associated with the battery consumption rate. 

The  transition  from  semi  charged  to  (recharged‐  highlighted  in  green)  is  triggered  by 

timeout (timeout that is equal to the time needed to charge‐ approximately three hours and 

a half for a full charge battery).  

 

 
Figure 9‐2: EV Statechart‐ model I 

 

This model was employed to perform the AB technique to simulate an EV population. The 

first  advantage  is  that  it  explores  the  use  of  the  statechart  to  imitate  and  stimulate  the 

different  states  of  battery.  This  model  denoted  the  car  with  its  battery  as  an  embedded 

entity. The car changes its color and is triggered to move from a state to another based on a 

condition (time out). The drawback of this model is its capability to simulate the charging 

infrastructure  and  its  urban  context.  Simulating  the  environment  in  AB  modeling  is 

essential  (Haase  et  al.,  2010).  The model  only  represented  the  car  the  statechart  is  very 

basic with a very  low  level of correlation  to  the real EV charging and driving pattern and 
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with no path  for  the  agent  to  go  around  the  network.  The  agents were  like  a  crowd  in  a 

space, see (Figure 9‐3), which does not represent the urban network. 

 

Consequently,  this  model  (incorporating  system  dynamics  flowchart)  was  applied  to 

simulate  the EV adoption and market penetration  level  incorporating  the power of  social 

networking and word of mouth (WoM) (Westbrook, 1987). Agents were the users (not the 

cars) and the model aimed at stimulating the EV market dynamics and how, when, and the 

number of  the potential users who are considering  the EV as an option  for  their new car, 

see (Figure 9‐4).   

 

 

Figure 9‐3: Agent architecture and 2D representation‐Anylogic‐ arbitrary agents 

 

Figure 9‐4: EV market penetration 
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9.2 Model II:  Agent Architecture (Pilot study I)   

The second model was executed with an advanced statechart, see (Figure 9‐5). One of the 

main corridors  linking NE4  to NE1 (Westgate road) was visually  represented as  the road 

network in the model (a path to agents to follow). This agent design stemmed from the first 

statechart with more  details  of  the  EV  driver’s  travel  dairy,  see  (Figure  9‐2).  The  agents 

take  a  defined path  and  go  around  the network, which  is  also presented  as  a  continuous 

line.  The  mechanisms  underlying  the  AB  modelling  is  that  each  agent  has  attributes 

(Helbing & Balietti,  2011; Helbing  et  al.,  2000). The  first  attribute  is  the  simulation path. 

The  simulation  path  of  each  car  starts  by  identifying  the  start  point  (the  agent’s  home  ‐ 

origin) and the desired destination (s) within its route. The second one is the update time‐

interval,  which  will  be  on  a  daily  basis  in  this  simulation.  This  model  was  executed  to 

conduct the research pilot study. 

 

Figure 9‐5: Agent architecture diagram (statechart) ‐ in theory 
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The  2D  representation  shows  that  the  agents  are  originated  from  the  starting  point  (the 

green box on  the very  left) and all  the  cars are heading  to  the  city  centre,  line 1  (Mosley 

Street). There are two ways to choose from; a physical random number generator, two dice 

(Ingalls, 2002) was applied  in this  intersecting point (transition from the square to  line 2 

(Melbourne Street) and line 3 (Akenside Hill). The cars sink (sink is when the agent exists 

the system as per the AnyLogic platform description) once they reach the end of the second 

line of  their  journey. The development of  the model offers significant  improvements over 

the initial model. These improvements are: the path, the charging station, the statechart, the 

charging  time and the computation of passing by a CP and deciding whether  to charge or 

not.  

 

Figure 9-6: EVs and the defined path_ model II 

 

Alongside the development of the architecture, the model in Anylogic (Coensys, 2011) was 

executed.  With  the  creation  of  each  agent‐architecture,  there  were  several  versions  of 

Anylogic model. Due to computation and programming implications,  the developed model 

was  less  complex  then  (simpler  version  of)  the  theoretical  agent  architecture.  In  this 

section,  both  agent  architecture  (input  data‐real  world)  is  explained  and  the  relevant 

modification  (input  parameters‐  in  simulation  environment)  for  each  development,  see 

(Figure 9‐7).  

 

Figure 9-7: EVs and the defined path_ model II 
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9.2.1  The creation of the agents‐input and parameter 

The simulation time is weekdays (iteration time). Every day, the agent starts from the same 

checkpoint (origin). A checkpoint can be defined as: 

 

“A point p (x, y) in the simulation model where the agent originates. It 

causes the first occurrence of the agent in the simulation. A checkpoint 

represents an agent (EV) starting point (e.g., beginning of a street, road, or 

destination) not the exact coordinates of the EV user in real world.” 

 

The agent  takes  the defined path while  the destinations are different based on where  the 

probability directs the agent (intersection probabilistic output whether to line 2 or line 3) 

new destination(s) from its start point/ home (origin). The simulation model development 

is displayed in Table 9‐1. 

 
Table 9‐1: Creation of the agent‐ simulation environment 

 

1  Checkpoint 

 

The  first  appearance  of  the  EV  is  the  checkpoint, which  represents  the 

source of generating agents. All the entities are originated from different 

points  beyond  the  checkpoint  (1)  as  every  trip  maker  lives/  coming 

different district/ ward, see (Figure 9‐8). The difference in charging state 

reflects this assumption.  

 

This  is  reflected  by  having  a  normal  distribution  of  the  randomness  of 

batteries  states.  The  state  of  the  battery  varies  between  (70%‐30%) 

charged. The more  the entity moves within  the network,  the  consumed 

the agent state (battery) will be. At each intersection (yellow highlighted 

squares),  the agent decides where  to go based on  the governing rule at 

this point (probability). 

 

Figure 9‐8: A snapshot of what happens behind the checkpoint in the model 
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9.2.2  The statechart‐input and parameter 

The statechart of this model is slightly advanced in comparison to the previous statecharts. 

It  incorporated  the  SoC,  consumption  rate  and  the  charging  events.  In  this  model,  the 

transition  between  the  states  is  associated  with  the  charging  activities  (see  added 

parameters to calculate consumption rate and SoC). This was due to denoting the CPs in the 

simulation environment, see (Figure 9‐6). The first decision it takes is to check the state of 

the EV battery and based on this decision the charging behaviour/schedule is planned for a 

single  trip.  This  process  happens  every  time  the  agent  reaches  a  new destination  until  it 

ends  up  it  daily‐route  by  going  back  home,  see  (Figure  9‐5).  The  simulation  model 

development is displayed in (Table 9‐2). 

 
Table 9‐2: Statechart‐simulation environment 

 

1  Agent 

Statechart 

The  corresponding  statechart  to  this  model  has  three  main  states. 

(OkToDrive, highlighted in yellow) is the initial state of the agent when 

the battery is being checked and it is OK to drive. The transition to (need 

charge,  highlighted  in  red)  is  based  on  the  consumption  rate;  the 

transition is trigged by condition.  

 

The  state  of  (need  charge,  highlighted  in  red)  has  two  possible 

transitions, whether to die (flat battery) or to get charged and move to 

the next  state  (charged,  highlighted  in magenta),  see  (Figure 9‐9).  The 

agent does not check  the  initial SoC as  the minimum allowable SoC  the 

agent could have is set to be 30%. This corresponds to the fact that 80% 

of EV users depend on domestic charging or at  least  they won’t be  in a 

situation that they are home with a flat battery and no access to power. 

 

Figure 9‐9: Model II‐statechart 
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9.2.3  Charging computation statement‐input and parameter 

The  charging  events  are  presented  as  a  service  (with  time  and  location).  The  charging 

stations are presented as a shape; once  the agent passes  through  it,  an  IF STATEMENT  is 

executed. As per the condition indicates the decision of whether to stop to charge or to go 

ahead  in  the  network  depends  on  the  agent’s  state  of  the  battery.  The  simulation model 

development is displayed in (Table 9‐3). 
 

Table 9‐3: Charging‐simulation environment 

3  Agent 

Architecture 

Figure  9‐10  illustrates  how  the  charging  event  is  computationally 

executed within the model. The agent (car) may stop for charging or 

ignore  it and continue.   As  it was previously explained  in Chapter 8, 

Anylogic is Java code based.   

 

 

Figure 9‐10:Charging statement 

 

9.2.4  Number of destinations‐input and parameter 

As  an  initial  assumption,  possible  number  of  destinations  the  EV  can  reach  is  limited  to 

three destinations /day (excluding return journey). This is calculated based on the average 

miles per day the EV users usually drive (as per the EV user study presented in Chapter 6). 

The simulation model development is displayed in (Table 9‐4). 
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Table 9‐4: Destinations‐ simulation environment 
 

2  Agent 

Architecture 

Each agent goes to one destination from the four optional ones in the 

model.  This  is  based  on  a  probability  in  each  intersection  based  on 

Space  syntax  configurational  analysis.  Hence,  no  decisions  are  taken 

expect once the agent passes by CP 

 

An  understanding  of what  is  going  inside  the  agent’s  brain  is  important  and  how  agents 

respond to the system and other elements in the simulation environment. These elements 

can be events, situations that need decisions to be taken by it, or other surrounding agents.  

9.2.5  Inside the agent’s “brain” 

Model assumptions and setup are based on what happens inside the EV agent’s mind. Each 

heterogeneous agent considers some variables and parameters, see (Figure 9‐11). Starting 

with the battery, the agent needs to be aware of how the state of charge mechanism works. 

The battery states are assumed ranging between five possible percentages: 0%, 30%, 50%, 

70% and 90% charge, which relates to whether the agent has recently charged their vehicle 

at home.  

 

These percentages can be changed. Possible number of destinations the car can drive was 

limited to three destinations /day in addition to the returning home trip. This is due to the 

following  reasons:  i)  based  on  the  average  miles  per  day  the  users  can  drive  in  the 

simulated urban context  (Mcdonald; Beeton, 2012),  ii)  the outcomes of a  recent EV  trials 

(e.g., SwitchEV, 2011); and iii) EV user study and stakeholders interviews. Homes (garage 

orphans)  were  selected  randomly  around  the Westgate  road  and West  road  west  bond. 

There  are  three  charging  scenarios  as  per  the  real  EV  population:  i)  charging  at  home 

domestic charging), ii) workplace charging, and iii) On‐Off Street charging.  

 

 
Figure 9‐11: Inside the agent “brain” 
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What is  my state of  charge? 

Each  autonomous  agent  interacts  directly  with  other  agents  and  indirectly  with  the 

simulation  environment  (Chen  et  al.,  2009).  In  this  scenario,  the  direct  interaction  is 

performed between  the EVs where  the  indirect one  is between  the single agent  (EV) and 

the CPs, routes, and destination(s). The latter interaction affects the agent’s behaviour and 

reaction in return. This process is a continuous process that happens in each iteration; it is 

called the simulation framework as displayed, see (Figure 9‐12). The agent perception and 

reaction  processes  are  displayed  in  (Figure  9‐13).  The  simulation model  development  is 

displayed in (Table 9‐5). 

 
 

Figure 9‐12: Agents framework 
 

 
Figure 9‐13: Agent definition 
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Table 9‐5: State of the battery‐ simulation environment 
 

5  Assumptions  Charging states vary between 30% and 70% with a minimal  state of 

20% (needs urgently  to be  charged). The  agent  starts  its  day with  a 

state. The probability follows uniform distribution. 

Who kil led the agent’s  battery? 

The  agents  need  to  familiarise  themselves with  the  consumption  rate.  This  parameter  is 

linked to the statechart. The battery rate of consumption is based on the chosen EV (Nissan 

LEAF)  and  the  mode  of  driving.  Based  on  third‐party  test  drives  carried  out  in  the  US, 

reviewers have found that the range available from a single charge can vary up to 40% in 

real‐world  situations;  reports  vary  from  about  100  kilometres  (62 miles)  to  almost  222 

kilometres (138 miles) (Garrett; Nissan 2010). The full electric range of an EV depends on 

many  factors.  It  depends  on  the  battery  type,  load,  traffic  conditions,  weather  (i.e.  wind, 

atmospheric density), and accessory use.  

 

In  addition,  the  weight  and  type  of  vehicle,  and  the  performance  demands  of  the  driver 

(driving  style),  also  have  an  impact  just  as  they  do  on  the  range  of  traditional  vehicles. 

Based on the rate of consumption,  the battery state will change from fully charged to half 

charged  to  flat  which  is  the  primary  concern  that  counts  when  examining  and  scanning 

individual charging behaviour. Nissan LEAF has been taken as a sample as per the following 

calculations, see (Table 9‐6) (highlighted in orange). Nissan tested the LEAF under several 

scenarios to estimate real‐world range figures, and highlighted two scenarios: a worst case 

of 76 kilometres  (47 miles) and a best  case of 222 kilometres  (138 miles). The  following 

table  summarizes  the  results  under  each  scenario  tested  using  EPA's  L4  test  cycle  and 

presents EPA rating as a reference. 

 

Table 9‐6: Summary of the Nissan's results using EPA L4 test cycle 
 

Driving 
condition 

Speed  Temperature  Total   Drive 
Duration 

Range  Air 
conditioner mph  km/h  °F  °C  mile  km 

Cruising (ideal 
condition) 

38  61  68  20  3 hr. 38 min  138  222  Off 

City traffic   24  39  77  25  4 hr.  23 min  105  169  Off  

Highway  55  89  95  35  1 hr. 16 min  70  110  In use 

Winter, stop‐and‐go 
traffic 

15  24  14  −10  4 hr. 08 min  62  100  Heater on 

Heavy stop‐and‐go 
traffic 

6  10  86  30  7 hr. 50 min  47  76  In use 

Sources: (Congress, Energy, Fueleconomy,  2012) 
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Accordingly,  the  following  assumptions  are  applied.  Vehicle  type:  Nissan  LEAF,  24  kWh 

battery pack. All electric Range: Nissan LEAF: 109 Mile‐175 KM. Time needed to charge: fast 

charging:  eight hours at 220V. It reaches 80 % charge in 30 minutes using rapid charging. 

Rate: The battery starts with 100% charged and last for 4.24 hours. This means that 1% of 

the battery is consumed after 2.55 minutes. A flat rate is considered. Hence, the model rate 

is 2.55. 

9.2.6  Making good use of the pilot study 

The  pilot  study  allowed  the  exploration  of  utilising  computer  software  to  depict  at  a 

microscale level, the charging pattern of an EV driver. At this stage, it was not expected that 

the  pilot  study would  simulate  the  EV  system;  however,  it  opened  further  discussions.  It 

covered most of  the assumptions and  the setup needed  to  simulate  the system at a  small 

scale and less complicated and correlated to the real system. In order to accomplish a well‐

studied simulation model, the first model should start with the basic elements and simplest 

form  of  interactions  and  notation.  Settings  and  model  configuration  are  assumed  less 

complicated in the initial runs of simulations. Statechart can reach a sophisticated level of 

details, see (Figure (9‐14). Once the basic features of the system are captured, and then a 

simple  statechart  can  stimulate  the  real  world  behaviour.  The  success  of  a model  is  not 

measured  by  the  complexity  of  the  statechart.  It  is  measured  by  how  indicative  and 

interactive  the  statechart  is.  Every  occurring  event,  rate,  variable,  condition  that  is 

associated with the EV has to be identified and executed in the model. The development of 

the  agent  architecture  is  not  about  the  different  states  the  agent  alternate  between,  it  is 

about  the  transition,  time  and  condition  of  transition,  dependencies,  and  the  simulation 

time.  Exploring  all  these  aspects  of  the  system  is  fundamental  and  a  prerequisite  to  any 

further development.  It  is worth mentioning  that  the  theory and mathematics behind  the 

model is more important than the application. Application can differ based on the platform, 

individuals, and capabilities; whereas, the theory should remain the same.  
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Figure 9‐14: Detailed scenario of an EV driver‐daily routine 

There were some limitations with this model. Cars cannot return home, once they reach the 

second  destination,  they  sink which  is  not  realistic.  The  roads  are  one way  so  it  did  not 

represent the real world network. In addition, there were two critical issues in terms of the 

agents’  capabilities  to  react,  live,  and  represent  an  individual.  There  was  a  technical 

problem with  the  link between  the  individual  agent’s  attribute  and  the  shape  (oval). The 

transition between the states used to happen to all entities at the same time, which is not 

the case with real EV population (emergent behaviour all at once). Another master problem 

was the link between the individual agent’s attribute and the car movement. Movement of 

the agents required predefined paths with accruing events and decision points. E‐mobility 

attributes  are  difficult  to  model  correctly  with  these  constraints.  The  statechart  was 

advanced to accommodate more attributes; a hybrid model was processed to simulate the 

EV  system  via  ABM  and DE  simulation  techniques.  The  hybrid model  is  explained  in  the 

next section.  

9.3 Model III:  Advanced Model (Pilot Study II‐The Hybrid Model)   

Following pilot study I, and studying the agent architecture, the hybrid model was designed 

to overcome the obstacles of the use of AB modelling solely to simulate the EV system. This 

model  considered  the  second  major  milestone  in  the  model  development,  which  was 

executed,  in  the  inner  urban  core  of  NE1  at  a  bigger  scale  and  with  a  more  advanced 

architecture  and  simulation  techniques.  Integrating discrete  event  (DE)  and  space  syntax 

attributes added an edge to the model and its accountability. The deployment of DE was to 
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set the network and all related events within the EVs drivers’ daily routes and AB modelling 

was to portray the emergent behaviour of EVs population.  

9.3.1  Hybrid model‐statechart 

In this model, the entity is the car and the battery is the agent generated inside the entity; 

the  entity  is  the  key  element  of  discrete  event  technique  (Ingalls,  2002).  Each  EV  has  a 

different state of charge that it starts the route with (blue colour with different percentages 

that  range between 30%‐70%).  It moves  to Yellow  to  red  to grey,  see  (Figure 9‐15). The 

first transition is based on (Time out) condition when the consumption rate goes from the 

initial state until any values, which is higher than 20%. Starting of 20% the state is changed 

to the second condition, which is the red colour, and with the same consumption rate, it will 

turn to grey where it is fully flat. This transition between SOC is linked to time and distance 

in the simulation.  The CPs are presented as services with a delay time that various between 

(1, 1.5, 0.5) triangular distribution. 

 

Figure 9‐15: Model III‐ agent statechart 

The Java script for that is 

theentity = new EntityClass(uniform(30,70), this); 

initialcreation = time(); 

theshape = oval; 

get_Main().enter.take(theentity); 

get_Main().NumberOfAllCars ++; 

theentity.setShape(theshape); 

theshape.setFillColor(blue); 

 
After setting the rate of consumption: 

 
Changing from Blue to yellow: (theentity.initialcharge ‐almostempty)/rate; 

Changing from yellow to red: (almostempty‐20)/rate; 

changing from red to grey: (20)/rate; 
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9.3.2  Hybrid model reflections  

Having  such  a  hybrid  model,  where  the  creation  of  the  entity  corresponds  to  the  agent 

creation enables the model to simulate realistically the EV population. The event of entity 

creation happens once the EV comes out of the source (origin) going through a path (route) 

and encounters  some events  (roads  intersection,  CPs),  see  (Figure 9‐16). The  creation of 

agents  facilitates  the messaging  protocol.  Same  as  the  previous model,  the  agent  has  the 

ability  of  checking  its  battery  state.  In  addition  to  this,  the  agent  may  request  a  service 

(charging) via sending messages/updates (the battery  is almost  flat, and needs charging). 

This  messaging  protocol  happens  between  the  agent  and  DE  system  (environment 

elements).  

 

The  product  of  this  model  managed  to  solve  the  problem  of  having  more  than  one 

checkpoint,  and  that  the  agent  can  reach  the  destination  and  return  to  home  (maybe  in 

different  path)  and  they  do  not  sink,  see  (Figure  9‐16).  It  solved  the  collision  detection 

problem (computational problem of detecting the intersection of two or more objects) and 

each route represents a road whether one or two ways (the agent will not bump into each 

other)  and  an  agent  can  overtake  another  agent.  Also,  by  the  time  the  last  model  was 

executed,  the  road network was denoted  as per  the  analysis  of  space  syntax.  In previous 

models,  upon  comparison,  the  road  segments  in  Anylogic  were  not  that  detailed  as  in 

Depthmap.  In  this  model,  the  road  segments  in  Anylogic  corresponded  to  Depthmap 

segments.  

 

Figure 9‐16: Initial version snapshot‐hybrid model 

This is in addition to the spatial analysis attitudes. The early versions of the hybrid model, 

(ASA)  (Turner  et  al.,  2007;  Turner  2005;  2001)  values  were  used  to  govern  the  vehicle 

movement predication in each intersection. Eventually, integration values were used as per 

the high correlation the integration has with the vehicular movement. This model was built 

based on some assumptions: the number of EVs in the model (sample size), the model time 

was set in (days, hours, minutes), the time needed to charge in the CPs was calculated and 
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scaled  (real  time  to  simulation  time  ratio),  and  finally  the  time  intervals  between  the 

creation of the each entity, the traffic flow. 

9.3.3  The missing commands in pilot study II  

Although,  the  agent  architecture  was  improved,  there  were  still  some  limitations  in  this 

model.  It was  difficult  to  ascertain where  the  gaps  are.  The  cars were  generated  and  the 

state of the battery was corresponding to the consumption rate. Moreover, the transitions 

between the states were smooth and connected to the identified parameters and variables, 

see  (Figure  9‐17).  A  counter  was  executed  to  count  the  number  of  cars  that  run  out  of 

battery  within  the  network.  The  counter  spots  the  cars,  which  entered  the  anxiety  zone 

(20% or less) and those who became flat (0%) charged.  

 

 

Figure 9‐17: Advanced model snapshot ‐ hybrid model 

Improvements took place in the subsequent version explained in the following section. 

9.4 Simulation Environment and Interactions   

The development of the model is a learning process; based on observations from the pilot 

studies, amend  the model, try different setup, run the model, analyse, observe and so forth. 

The execution of  the previous  three models developed an understanding of  the nature of 

the system and the way to simulate it. Overarching all the drawbacks and limitations of the 

models, the detailed computation side of the EV system is addressed. Requirements have to 
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be conveyed in a language that the computer software understands. The intermediate link 

between  the  developer  problem  and  the  platform  is  the  algorithms,  the  logic,  and  the 

architecture of the whole system. This means the system has to be split into sub‐elements 

where  each  of  the  element’s  logic/  algorithms  is  designed.  The  system  has mainly  three 

classes, the environment, CPs and the EVs. 

Via the model constructs, programming language and the logic behind the model,  four key 

elements are clear: 

 

i) Depicting the individual charging behaviour; 

ii) Decent  messaging  protocol  between  the  simulation  elements  (direct 

interaction); 

iii) Indirect interaction with the environment; 

iv) Vehicular movement prediction. 

9.4.1  Computation fundamentals   

The coding and constructs of an e‐mobility simulation model are complex. The EV class  is 

constructed depending on the characteristics and the model’s level of abstraction the model 

aims to stimulate. State based behaviour with all related transitions is used to model the EV 

driver behaviour. Throughout the simulation, the EV passes through different phases; each 

of which has a different state and a way to trigger the transition between each of them. In 

general,  the  simulation data  can  be  summarized  as:    input,  output,  and  state  trajectories, 

and their transition functions which all support rigorous model development (Sarjoughian 

et al., 2005). The states construct and the transitions’ means and conditions should be clear 

to enable the software imitating the real case model in the virtual environment.  

9.4.2  Roads network  

The  road  network  is  the  simulation  environment  which  comprises  all  other  elements. 

Entities  with  their  embedded  agents  are  moving  around  the  road  network.  The 

representation of roads should meet two criteria: Reflect the real roads’ travel cost and all 

the  calculated  attributes  are  legible  to  all  other  elements  to  be  perceived  so  that  the 

interaction can  take place. The overlaping of  the road network represented  in connectors 

and collectors and outputs, and the visual representation is by ployline (grey) and the red 

squares,  see  (Figure  9‐18).  All  events  and  controls  occur  in  the  road  network while  the 

individual characteristics of  the agents with regard  to states and  transitions  take place  in 

another class, the Agent class. The travel cost between a pair of segments,  is measured by 

the  shortest  path  approach  (Murrain,  2013).  Roads‐centerline  map  of  the  system  is 

processed utilizing AutoCAD software from which a road segment map can be generated.  
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Segmental map  is where  the  road network  is divided  into a  segment at  every  connection 

point with other  axis  (Barros  et  al.,  2007). A  list  of  road  segment  integration  attibutes  is 

used to predict the vehicular movement within the network and assessing probabilities at 

each interaction.  

 

Figure 9‐18: Representation of key elements‐Anylogic 

9.4.3  Mapping of translation‐ interaction trajectories 

The messages (events) exchanged between the battery (agent) and the vehicle (entity) can 

be  arbitrarily  complex,  it  depends  on  the  platform  capabilities,  message  mapping, 

translation and the used programming language. In a situation like the agent needs to send 

a  command  to  the  vehicle  (entity)  regarding  adjusting  the  speed.  The  command must  be 

mapped into the input event of the entity hence the entity can receive and process the input 

event. Once the entity is tasked, it follows logic. 

 

The agent has  the ability of checking  its battery state and requesting a service (charging) 

via  sending  messages/updates  (the  battery  is  almost  flat,  and  needs  charging).  This 

messaging  protocol  happens  between  the  agent  and DE  system  (environment  elements). 

Once  the  agent  requests  a  service,  this  associates moving  from  one  state  to  another  e.g., 

fully charged to need charging. Until this service is tackled, the system receives a message 

that an entity  is  in  the  flow (queue) and needs to be serviced. Eventually, and based on a 

sequence  and  specified  rate,  the  service  is  conducted,  hence  the  entity  receives  the 

requested  service,  updates  the  agent,  the  agent moves  from  the  current  state  to  another 

(need  charging  to  fully  charged)  and  so  on.  The  importance  of  having  a  hybrid  model 

appears when the agent’s state changes depending on a DE and visa versa which requires a 

messaging protocol between the entity/system and the agent. 

(EV)

Charging Points 

Roads Network

ConnectorCollector

Output
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9.4.4   Messaging protocol   

The messages  and  interactions  have  to  be  syntactically  and  semantically  well  defined.  A 

well  defined  interaction  protocol;  the  message  information  needs  to  be  discarded.  This 

depends  on  the  message  mapping  type.  In  the  model  there  are  two  main  messaging 

protocols.  

 

i) messages between the developer and the platform, which is a Java coding based. 

An object oriented programming (using drag and drop option) to construct the 

model entities, conditions, variables and properties;  

 

ii) common  language  that  both  vehicle  and  battery  will  exchange  in  order  to 

communicate. The messaging properties (e.g.,  input, output, timing, conditions, 

and flow of information (one‐way or two way)) have to be clear.  

 

The message protocol might be a single or a double way of exchange,  it all depends  if  the 

entity sends any feedback or updates to the agent. The entity should have a receiver, which 

understands  the  order,  handles  it  and  performs  it.  A  data  transfer  scheme  is  generated 

within the hybrid model  to accommodate all  the event‐messages mapping  in between the 

agent  based modelling,  the  entity  and  the  network  (discrete  event). Message mapping  is 

pre‐specified  by  the  platform  code  writer.  The  messages  are  expressed  in  two  distinct 

modelling formalisms, which can have simple (e.g., a string) or complex structures (e.g., a 

list of objects). The data translation can be arbitrarily simple since the generalized vehicle‐

entity‐ network‐ message structures can be specialized to meet the domain specific needs.  

 

9.4.5  What is next? 

The  development  of  the  model  passed  through  several  trials,  each  trail  showed  a  new 

design  direction.  Researchers  are  interested  in  building  models  of  dynamic  complex 

systems  for  either  understanding  the  emergent  behavioural  or  evaluating  various  design 

strategies (Ingalls, 2002).  

Several  techniques  are  available  and  identifying  the  model’s  objectives  provides  the 

necessary  flexibility  to  the  solution  (Raffo &  Kellner,  2000).  In  this  thesis,  there  are  two 

objectives:  

i) analysing the existing system; 

ii) designing for further models.  

 



 278 

Table 9‐7 proposes a comparison between the two applications in two different contexts of 

e‐mobility. 

Table 9‐7: Existing versus greenfield urban context 

Matter    Analysing  existing  EV 

Systems 

Designing for future models 

Objective  Analyse  Design 

Location of the 

charging 

points 

Simulation Input: Given  Simulation  Output:  A  simulation 

model can predict the critical zones in 

the network 

 

Number of the 

charging 

points 

 

Simulation Input: Given 

 

Simulation  Output:  A  simulation 

model  can  predict  the  number  of  the 

critical zones and the needed charging 

points in each 

 

Type of data 

 

Empirical Analysis based 

 

Secondary data 

Simulation 

techniques 

Hybrid model  

 

Possible Agent 

models and 

simulation  

 

Agent:  Critical Zone 

Simulation:   Simulation 

model  is  designed with no 

charging points. The zones 

that  tend  to  have  stopped 

cars  are  marked,  less 

computation needed (First 

Paragon); 

OR 

Agent:   Finding  the 

nearest (real) 

Simulation:  Simulation 

model is designed with the 

existing  charging  points. 

The  highly  used  charging 

points with the agents,  the 

zones  that  need  more 

charging  points; 

elsewhere,  can  be 

deactivated  (Second 

Paragon‐real) 

 

Agent:  Critical Zone 

Simulation:   Simulation  model  is 

designed  with  no  charging  points.  The 

zones that tend to have stopped cars are 

marked,  less  computation  needed  (First 

Paragon); 

OR 

Agent:  Finding the nearest ( un‐real) 

Simulation:  Hypothetical  location  of 

charging  points  in  the  network  and 

trying  different  scenarios  and  compare 

the results. The  less number of charging 

points that will have the least number of 

stopped cars is the selected one (Second 

Paragon‐unreal). 

 

Validation 

 

Real system records  

 

Historic  data    (probabilistic)  OR 

executing the two paragons and conduct 

comparative  analysis,  the  overlapped 

zones 
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9.4.6  The Simulation paragons 

According to Table 9‐8, there will be two paragons. A paragon is the mechanism of how the 

agent  will  behave  in  the  simulation  environment.  The  way  the  paragons  are  explained 

differs  from  the  three models  previously  discussed  in  this  chapter.  The  urban  system  is 

denoted as nodes. The simulation environment is a coordinate system, all of the calculation 

is based on the coordinates of these nodes and metric distance measurement.  

9.4.7  First paragon: Critical Battery Zone plotter (CBZ‐plotter) 

This model can be used for exisitng and new developments as explained in the comparison 

table.  The  rationale  behind  developing  CBZ  is  to  allow  the  agents  to  move  within  the 

network non‐deterministically  until  their  batteries  die,  see  (Table  9‐8).  The  agent  in  this 

paragon passes through two phases: comfort zone and ciritical zone (anxiecty range).  

 

Table 9‐8: First Paragon: CBZ‐Plotter 

  Agents model (CRITICAL ZOOE)   

The  network  is  charging  points  free.  Stakeholders  will  use  this  model  to  assist 

them finding the optimal location for the charging points or identify the charging 

hotspot (activate or deactivate), see (Figure 9‐19). 

 

The software to plot the origin X, Y, the starting point of the anxiety range (X1, Y1) 

and the end point (X2,Y2) CODE NEEDED; 

 

Battery Critical zones (RED ZONES) to be identified and highlighted; 

Plotting the average critical zones of the vehicles originating checkpoint  

 

Figure 9‐19: CBZ plotter- theoretical representation 
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The setup emulates the road network of the metropolitan area. The driving pattern is to be 

synchronised as a city centre driving mode and all agents are to be the same vehicle model 

(Nissan  LEAF)  with  the  same  battery  capacity,  electricity  consumption  rate,  and  range 

mileage. The existing CPs will be  removed  temporarily. The only controller  is  the  logic of 

movement.  

 

The  logic  can  be  based  on  traffic‐counts  analysis,  traditional way  of  predicting  vehicular 

movement in traffic models and/or spatial configuration models of prediction. While going 

through  the  network,  the  agents  encounter  some  events,  respond,  and  take  actions,  see 

(Figure 9‐20). The red dots represent  the checkpoints, A, B, C, D and E. Agents start  from 

these  points with  a  certain  flow  rate,  which  depends  on  the  real  traffic  information.  For 

example,  Point  A  generates  5%  of  the  EV  population  while  point  C  generates  10%  as 

commuters  coming  from  the  eastern  border  of  the  study  area  are  more  so  than  those 

coming  from  the  western  side,  and  so  on.  The  entity  leaves  the  checkpoint  plotting  the 

coordinates  (X origin, Y origin) and start  to move while  consuming  the electric battery  it 

has with a constant consumption rate. The entity, with its embedded agent. 

Journey over time 

The journey over space passes through 4 phases: 

 

i) entering the simulation territory; 

ii) driving safe; 

iii) approaching critical battery state; 

iv) running on empty reaching a flat battery state.  

 

The  first  phase  starts when  the  entity  leaves  the  origin, which  is  somewhere beyond  the 

checkpoint. This continues until it enters the simulation network and lasts until the battery 

consumes a certain amount of charge. The initial state of the battery when it passes through 

the  checkpoint  reflects  two  real  facts:  distances  commuted  from  the  origin  until  the 

checkpoint and the probability of having access to domestic charging. The second phase is 

to  drive  the  car  in  a  ‘safe mode’ with  a  high  confidence not worrying  about  the  charging 

state. This phase in the simulation context is called the Driving Safe Zone (DSZ), a time unit 

measures the zone. DSZ is the zone in which the driver moves within the road network with 

their EV  targeting destination(s) while giving no attention  to  the  state of  the battery and 

not worrying about  finding a charging service. This  is  the optimal mode of driving where 

the EV owners are enjoying the privilege of their choice.  
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The more the driver uses the EV, the higher their confidence level. Based on the feedback, 

average  drivers  start  to  think  about  charging  having  EVRA  (Nilsson,  2011)  when  the 

battery  reaches  35‐30%  SoC.  Once  this  range  of  state  reaches  the  third,  which  is 

approaching  the  critical  battery  mode,  this  phase  is  called  as  the  Critical  Battery  Zone 

(CBZ). This phase is a short transitional phase as it falls between (30‐20%) when the driver 

gradually  starts  giving  attention  to  the  battery  and  starts  looking  for  street/Off  street 

charging services and the path turns to red, see (Figure 9‐20).  

 

 

Figure 9‐20: Node mobility 

With  more  focus  on  two  of  the  checkpoints  in  the  simulation,  checkpoints  A  and  B,  see 

(Figure 9‐21), the DSZ is denoted as a blue path. The end of this path is the beginning the 

fourth phase, CBZ. This phase  is when  the EV driver  is diagnosed with  the EVRA and  the 

driving  factor  is  to  replenish  the  battery  redirecting  themselves  to  the  nearest  CP.  The 

starting  point  of  this  fourth  and  last  phase  is  marked  and  the  programme  plots  its 

coordinates  (X1,  Y1)  and  (X3,  Y3)  in  the  two denoted  routes. Once  the  entity  enters  this 

phase  the  path  turns  into  a  red  path  as  the  vehicle  is  running  on  near‐empty  battery 

starting at (20%) charged. The entity keeps moving on the network until it dies and finally 

sinks. The coordinates of where the entity has stopped, are plotted as to mark the end of the 

journey, (X2, Y2) and (X4, Y4).  
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Figure 9‐21: Node mobility and simulation layers of checklists A and B 

Calculations   

Linking  the  representation  of  the  entities’  movements  to  simulation’s  occurring  events, 

decisions needed, cynical assumptions need to take place. The following set of Equations 9‐

1  to  9‐4  explains  the mathematics  behind  the  simulation.  The  simulation  is  built  on  the 

following constructs: 

i) the agents  take different  routes based on  the vehicular movement predication 

technique (ASA); 

ii) the routs start from several checkpoints; 

iii) the EVs are generated from each checkpoint (the average value of all the entities 

generated from each checkpoint); 

iv) the EVs are generated with different SoC  following normal distribution  (30%‐

70%); 

v) the number of entities (EVs) generated from the checkpoint are calculated; 

vi) the areas within which the vehicles reach critical battery are located. 

 

Anxiety  Range:  the  anxiety  range  shall  start  when  any  of  the  entities  reaches  the  half 

average of  the  expected daily mileage  is  commuted.  In  the UK,  the  average mileage  is  10 

miles, and the EVRA starts when the agent reaches a SoC of (5 miles). The model is adjusted 

based on the urban context.   

Equation 9‐1: Critical zone calculation 

EVRA shall start at 20 miles. 
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Equation 9‐2: Calculating the range of anxiety  

 

������� ����� = �ℎ� ������� ��
� + �

!

2
 

 

X=Average of EV' s Single trip to Day’s Destination(s) (Source A) 

X’=Average of EV^' s Single trip back home(s) (Source A) 

 

Hence,  programmatically,  the  starting  point  of  the  CBZ  and  plot  it  as  (X1,  Y1)  can  be 

calculated as follows: 

Equation 9‐3: Calculating driving safe (DS) zone 

 

Average EVs’ Driving Safe (DS) of Route A=Distance between source and the Anxiety range starting 

point (X origin, X1 origin, Y1)                                    

 

Equation 9‐4: Critical battery route calculation   

 

Average EVs^' critical battery zone (CBZ) of Route A=Distance between (X1, X2, Y1, Y2) 

 

Where X2 and Y2 is the point at which the car completes the average daily mileage   

 

From  these  equations,  the  CPs  candidate  locations  are  allocated  at  any  of  points’ 

coordinates within CBZs.   

 

Agent architecture,  decisions and phases‐ agents model (CRITICAL ZONE)   

The  statechart  demonstrated  in  (Figure  9‐23),  is  the  visual  construct  that  allows  us  to 

define event and time‐driven behaviour of various objects. The statechart is being used in 

agent  based  modelling  simulation  as  it  depicts  the  movement  of  the  agent  within  the 

simulation  environment.  States  are  like  nodes,  which  have  concentrated  history  of  the 

agent, and keeps a record of the reactions to external events at a certain time and condition. 

States are connected via transitions. Transitions are the sets of actions to take place while 

entering or existing states. The transition between states is atomic and instantaneous and is 

being  triggered  by  a  condition,  timeout,  or  a  message  arrival.    In  the  first  case  of  the 

simulation is that the agent does not know where the CPs are. The CPs are not even plotted 

in the network. The main aim of running such a model is to try to identify the most common 

areas in which the majority of the vehicles reach the critical battery zone. 
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Figure 9‐22: Agent architecture‐first paragon 

9.4.8  Second paragon: CPs usage calculator (CPU‐calculator) 

In  the  second  paragon,  the  set  up  is  different  as  the  CPs  are  located  in  the  simulation 

environment. This can be based on real distribution or a hypothetical model.  The locations 

of the CPs will affect the model outcome as it counts the usage of the charging network in 

the simulation environment. This model can be applied to different EV urban systems. The 

agent in this paragon is always in the comfort zone phase, comfort zone I. The critical zone 

does  not  exist;  however,  the  starting  point  does  occur  when  the  driver  realises  that  he 

needs to look for a CP. Once this happens, the agent’s objective changes and the route will 

change  if  needed  looking  for  the  nearest  CP.  Once  the  agent  charges  their  car,  it  is  back 

again into the comfort zone, comfort zone II, see (Table 9‐9). 
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Table 9‐9: Second paragon: charging points usage calculator (CPU Calculator) 

 

  Agents model (FINDING THE NEAREST)   

CPs are located and pre‐identified for the agents (X, Y); 

Once the anxiety starts (X1, Y1), the agent starts to direct itself to the nearest CP 

CODE NEEDED; 

Number  of  used  CPs  to  be  calculated,  go  to  (X3,  Y3)  or  (X4,  Y4).  Finding  the 

nearest CP + taking the shortest path to find the nearest CP, see (Figure 9‐23). 

 

Figure 9‐23: CPU calculator‐theoretical representation 

Agent architecture‐agent model (FINDING THE NEAREST) 

In  this model,  there  are  two  layers  explained  in,  see  (Figure  9‐24).  Behaviour  1:  the  EV 

driver  is  the shortest path  to  the destination (algorithm) Behaviour 2:  the EV driver  is  to 

find the nearest CPs. 

 

Figure 9‐24: The charging diagram 
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Computational  statements   

The complexity of the model computation depends on the model objective. The simulation 

of  EV may  encounter  IF  STATEMENT, which  is  executed  through Nested  Condition  Loop, 

which is defined as: 

“a conditional statements where the loop repeats a group of 

statements for a fixed number of iterations.” [Mathworks, 

2014] 

 

Actions associated with events, transitions, process flowchart, agents and controls, etc. are 

composed into Java code statement in Anylogic. The second condition is embedded into the 

first  loop, as  shown  in (Figure 9‐25),  the red bracket within  the enclosed within  the blue 

loop.  

 

 

Figure 9‐25: Nested loop 

 

Once  the  agent  hits  the  second  condition  (state  of  the  battery),  this  condition  will  start 

driving the path and once the condition is over (car is charged) the agent returns to the first 

condition, blue bracket. The agents experience three main commands: 

 

- get and print coordinates; 

- measure the distance between the current location and the nearest CP; 

- measure the distance between the nearest available CPs, see (Figure 9‐26).  

 

The main  programming  commands  related  to  the  EV  agent  are  displayed  in  Figure  9‐26. 

The first command is used in the two paragons (Critical zone and Finding the Nearest) as it 

plots the coordinates of the agent, and checks the battery. This can be used to identify the 

spot of the agent at any location within the road network. This means that the road network 

is  a  coordinate  system  that  can  read  and  get  the  coordinates  of  the  agents.  The  second 

command is executed in the agent model (Finding the Nearest) where it has to do with the 
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CPs  locations  and  coordinates.  The  same  applies  to  the  third  command;  an  advanced 

command to be added to the model that checks the nearby CPs and directs the agent to the 

nearest available CP.   

 

 

Figure 9‐26: Programming command‐simulation 

Agent architecture‐agent model (FINDING THE NEAREST) 

The  agent  architecture  of  this  paragon  is  rich  of  messages  and  interactions  with  the 

surrounding environment. In the implementation phase, the EV agent’s statechart has four 

states  and  the  agent  alternates  depending upon  the  transition  conditions  and  timing,  see 

(Figure 9‐27). The CPs are classes; however, they are not agents (no need to be agent, static 

object that can send and receive messages to EV agents).  

 

Anylogic  visualisation  capabilities  have  shown  successful  in  depicting  the  system  in  a  2D 

format  while  incorporating  vehicular  movement  prediction  techniques  and  constructing 

the hybrid model.  
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.  

Figure 9‐27: Model execution_Anylogic 

9.5 Simulation Paragons Comparison  

A  comparison  between  the  two  models  would  summarise  the  main  paradigms  and  the 

extraordinary points of each model, see (Table 9‐10). The models generated using Anylogic, 

the main paradigm of each model and the comparison between them will help the research 

outcome.  
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Table 9‐10: Simulation paragons 

Models    Model 1:  critical  battery zone plotter  Model 2:  charging points’  usage calculator.  

Population    The population is the electric vehicles only not the whole car passenger population in the metropolitan area.  

Travel  cost  

(Road segments)   

Travel  cost  is  reflected on  the  allowable  velocity  of  road network. The  levels  of  congestion  follow  the A‐F 

grades. Traffic counts, streets capacities and volumes are measured and considered 

Dominating Layers    The  agent  alternates  between  2  layers  urban 

layer and the behavior layer (DS). In the latter 

the agent keeps moving till it reaches an end of 

the network or till it stops (flat battery). 

The agent alternates between 2 layers urban layers and the 

behavior  layer  (DS).  In  the  latter  the  agent  keeps moving 

till  it  reaches  an  end  of  the  network;  however,  once  it 

reaches  the  CBZ,  it  starts  to  redirect  itself  to  the  nearest 

charging point  to charge.  In case  it didn’t  find,  the vehicle 

will stop and sink (flat battery). 

Road Network 

Representation   

The network as the 2‐way road is denoted as a one streak. The entities’ trajectories do not intersect. Only in 

the charging station (depends on the queuing capacity). 

Simulation 

technique 

Multi method simulation modeling   Multi  method  simulation  modeling  +shortest  path 

algorithms  

Environment/Eleme

nts   

The goal of the agent is to find its destination   The goal of the agent is to find its destination 

Agents Aim  The goal does not change among the simulation 

(one behavior). 

The goal  changes during  the simulation depending on  the 

zones (two behaviors). 

 

Source of  Date 

Defining the starting points, define routes (X, Y), defining the charging points (X, Y) the distance between the 

start point and all other charging points. 

 

Classes 

The  electric  vehicles:  entity  is  the  EV,  the 

battery  is  an  agent.  The  environment  is  the 

main class in which the road network exists. 

The  road  network  which  runs  the  discrete 

event modeling is a main class. 

The electric vehicles: entity is the vehicles, the battery is an 

agent. The environment is the main class in which the road 

network does exist. The charging points are identified and 

mapped out as objects in the network (subclasses). 

 

     

Updates  Locations  to  be  plotted  and  sent  as  an  update 

message: (1) checkpoints, (2) the beginning of 

the CBZ, (3) end of CBZ. 

Locations to be plotted and sent as an update message: (1) 

checkpoints, (2) the beginning of the CBZ, (3) locations of 

charging points (highlighting the nearest one to the agent). 
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Models    Model 1:  critical  battery zone plotter  Model 2:  charging points’  usage calculator.  

Interactions    Indirect  interaction with the environment. No direct 

interaction  between  the  agents  (batteries).  The 

entities are not interacting. 

The  agents  interact  with  the  CPs  (classes)  and  determine  the 

shortest  path  to  the  nearest  CP  (Static  Attribute).  At  a  later 

stage, Dynamic attributes (availability of the point) to be added.  

Route Choice  Decisions being  taken  in each  intersection based on 

the urban layer. The network is opened, as the every 

point  is  an  origin  and  a  destination.  There  is  a 

possible  route  that  an  agent  can  move  within  the 

network from the very first till the very end. 

Decisions  being  taken  in  each  intersection  based  on  the  urban 

layer. The network is opened, as the every point is an origin and 

a destination. There  is a possible route  that an agent can move 

within  the  network  from  the  very  first  till  the  very  end. 

However, the charging state is the driver once the entity reaches 

the CBZ.  

Routes Type/ rules    1. Configurational  model  and  2.  Traffic  counts.  Both  are  applied  alternately  to  the  intersections  (decision  making 

points) in the network. (Probabilities and if statements). 

 

Choices 

/Decisions'  Factors 

 

Indeterminate points. The agent effortlessly moves within the network. 

 

Mobility Modes 

Driving mode: Speed of the agent: Driving (based on 

the road capacity) Flat battery mode (stopped).  

Driving mode:  Speed  of  the  agent:  Driving  (based  on  the  road 

capacity). Charging mode: stopped at the charging point. 

 

Agent's  brain‐key 

Traits  

Autonomous,  heterogeneous,  reactive,  observing, 

receiving  and  sending  messages  and  mapping  out, 

absorbing  and  anticipating.  The  agent maintains  its 

preference  (adjusting  speed  and  direction),  and 

opportunistic. 

Autonomous,  heterogeneous,  reactive,  observing,  receiving  and 

sending messages, mapping out, looking for the nearest charging 

point,  taking  the  shortest  path  to  reach  the  nearest  charging 

points (calculated by the charging points‐sub class themselves). 

 

Main variables   

 

EV  population,  consumption  rate,  vehicular 

movement prediction. 

 

EV  population,  consumption  rate,  vehicular  movement 

prediction, location of the CPs. 

 

Layers 

 

Urban Layer + behavior layer (DS)  

 

Urban Layer + behavior layer (DS)+ behavior layer (CBZ) 

 

Key components   

 

Identifying the critical zones  

 

Finding the nearest charging point 

 

Interactions 

 

Indirect interactions only  

 

Direct and Indirect Interactions 
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9.6 Discussion  

To  thoroughly  and  systematically  study  the  charging  behaviour  of  the  EVs’  users,  is  very 

important  to  simulate  the  real  aim  system  in  a  virtual  environment.  This  virtual 

environment with all its elements, characteristics, interactions, massaging and the network 

protocol. The multi‐model simulation is better served the nature of study problem as being 

a large‐group simulation of active objects that has timing, sequential events, and individual 

behaviours.  The main  aim  is  to  simulate  this  protocol  and  evaluate  its  performance.  The 

preposition has been validated in two paragons. The relevance of the proposed model has 

been  highlighted  by  comparing  the  two  paragons  and  identifying  the main  paradigms  of 

each. 

 

This  chapter  has  covered  several  key  theories  related  to  the  simulation  of  EVs  in 

metropolitan  areas.  The  depiction  of  charging  behaviour  was  achieved  by  deploying  AB 

modelling  technique  to  have  a  heterogeneous  and  anonymous  agents moving within  the 

road network. The development of the agent and associated modelling characteristics had 

two  main  strands:  Critical  Zone  and  Finding  the  nearest  agents’  models.  In  the  first 

paragon,  the agents do not know where  the CPs are. The CPs are not  even plotted  in  the 

network. The main aim of running such a model is to try to identify the most common areas 

in which the majority of the vehicles reach the Critical Battery Zone (CBZ).  

 

The  second  paragon was  to  have  the  same  setup;  however,  the  CPs were  denoted  in  the 

simulation as classes. Each class has its own attributes. Each paragon has a different visual 

output as the first paragon implies the critical battery zones in the road network (gaps in 

the network). Moreover, it can be used to identify the unnecessary charging service zones 

in the network hence point out the wasted investments. The second paragon illustrates the 

usage values of the CPs, Charging Point Usage (CPU). The overlap between the two layouts 

provides  prospective  guidelines  for  policy  makers,  palling  authorities  and  all  EV 

stakeholders in general.  
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9.7 Concluding Remarks 

This chapter addressed the two of the research objectives and the fourth research question 

by  providing  a  thorugh  reivew  of  the  diferent  stages  of  developing  the  e‐mobility  agent 

achitecture.  The  chapter  presented  an  integrated model  that  combines  hybrid  simulation 

techniques and configurational analysis.  

 

Objective 3: Design an agent architecture that corresponds to the EV system 

dynamics and messaging protocol between the users themselves and the built 

environment. 

 

Objective 4: Exploit a hybrid-modelling technique to simulate the EV 

system (urban and behavioural layers).  

 

 RQ4: Is it possible to depict the social practice and the system’s mechanisms 

in a simulation model? And if yes, what is the recommended modelling 

technique?   

 

Simulation  improves  the understanding of a system's behaviour  to evaluate  strategies  for 

its  operation.  The  visual  depiction  of  a  behavioural  layer  of  system  is  a  crucial matter  to 

analyse the system. The creation of the EV agent architecture  is a prolonged process with 

several changes. ABM can depict the behavioural layer of the system while having occurring 

events. The E‐mobility Simulation Model: 

 

i) Integration  values  are  to  be  used  in  EV  simulation  to  predict  vehicular 

movement; 

ii) The  hybrid  model  is  the  way  that  the  urban  layer  with  all  occurring  events, 

static  and  dynamic  elements  as  well  as  the  behaviour  layer  of  the  EV  can  be 

denoted and simulated; 

iii) The theory behind the model has to be very clear prior to application; 

iv) The math behind the simulation can be improved and amended along the way of 

simulation;  

v) A  simple  start  is  the  key;  developing  a  complex  model  needs  to  start  with 

elementary level as it is the appropriate guaranteed way;  

vi) The model should be set as an  interactive  tool  to support regular updates and 

changes. 
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CHAPTER 10.  DESIGN I: STATISTICALLY SIGNIFICANT SPATIAL 

AND BEHAVIORIAL ATTRIBUTES 

 

 

 

“Electric vehicles are often sold with the label ‘they are not for everyone’.  

 

 

 

 

By The Institution of Engineering and Technology, IET (2011) 

 

 

 

 

This chapter presents the correlation and regression analysis of the e‐mobility system, see 

(Figure  10‐1).  After  exploring  various  variables  and  attributes  in  previous  chapters, 

interrogating  the  relation  between  each  one  of  them  is  fundamental.  What  is  more 

important  is  associating  these  variables  with  profit.  From  stakeholders’  perspective, 

charging  network  should  be  a  profitable  business,  investors  need  to  reduce  the  risk  of  a 

wasted  investment.  Profitability  is  a  product  of  behavioural,  demographic,  commercial, 

technical and socio‐economic attributes.   

 

 

Figure 10‐1: Chapter structure 
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10.1 Correlation Analysis   

Correlation analysis is carried out to determine the most significant relationships between 

the  variables  (the  value  of  one  variable  changes  when  the  value  of  another  variable 

changes). The correlation analysis reflects the dynamic quality of the relationship between 

the  variables  to  ascertain  whether  variables  tend  to  move  and  respond  in  the  same  or 

opposite directions when they change, Table 10‐1 summarises the 12 variables. 

 

Table 10‐1: Attributes and variables for correlation and  regression 

  Attributes  Explanation/ Measurement Technique 

1 

 

Level of 

Awareness 

(LoA)   

Measures  to  what  extent  are  the  potential  users  aware  of  the  charging 

network.  This  is  examined  through  a  spatial  questionnaire  for  which 

responses are collected. 

2  On / Off Street 

(Ο) 

This  value  is  a dummy variable.  Zero  for Off  street  charging points,  and 

value of 1 for on street charging point. 

3  Integration  (Ι)/ 

Connectivity (C) 

Space syntax measures, calculated by DepthMap. 

4  Traffic Counts 

(Τ) 

Actual  travel  demand  provided  by  the  Traffic  Monitoring  Unit  in 

Newcastle (UTMC). The values are for the main corridors feeding the RFs  

5  History (Η)   In  months,  the  total  number  of  months  the  charging  point  have  been 

installed and used. (CYC data) 

6  No. of users (η)  Total number of EV drivers used the charging point over 2012 (CYC data) 

7  Distance from 

centres (ι) 

Metric  distance  measuring  the  road  length  between  the  charging  point 

and the nearest residential district core. 

8  Transactions (τ)    The  total  number  of  transactions  made  by  the  users  in  2012  in  each 

charging point. (charging point not recharging facility (site)) 

9  Average time 

spent (Α) 

In minutes,  the  average  time  spent  by  drivers  charging  their  cars  using 

RF. (CYC data) 

10  Most Frequent 

Time (Μ) 

Discreet data, showing the most frequent time of the day the drivers tend 

to  charge  their  cars  using  a  specific  charging  point.  (Morning  =  1, 

Afternoon =2, Evening =3, Night =4)  

11  Total Energy 

Used (Λ) 

In  KW,  the  total  energy  spent  charging  cars  by  each  RF  in  year  2012. 

(Dependent variable, Profit indicator) 

12  Weekdays (ω)  Weekday  to weekend ratio converted  into percentage. This value shows 

when the RF is being used over the week. 

 

The correlation coefficient is the numerical index, reflecting the relationship between each 

pair of variables. In this chapter, the bivariate correlation (for two variables) is addressed 

where the value of the descriptive statistic ranges between ‐1 and +1. The absolute value 

reflects the strength ‐0.70 is stronger than +0.50. Eyeball method to interpret the value of a 

correlation coefficient  (r)  (Salkind, 2011). Eyeball  is  the  is  the most  common and readily 

available method of initial data assessment as it: 

“Using a many data points as possible. Judging the forecast is by drawing a 

single line that visually indicates the approximate trend of the data.” 

[Jayaratne &Levy, 1979] 
 

The  computational  formula  for  the  simple  Pearson  Product‐Moment  (Galton,  1877) 

correlation coefficient between two variables would follow Equation (10‐1). Therefore the 

correlation  between  Average  Time  Spent  (A)  and  Most  Frequent  Time  (M)  will  be 
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addressed.  The  analysis  is  conducted  using  SPSS  Statistics  21,  Table  10‐2  displays  the 

correlation matrix of 15 variables including Connectivity, MD, and users personas. 

 

Equation 10‐1: Calculating Pearson Product‐Moment method 
 

�!"!

�∑�� − ∑� ∑�

[�  �! − (∑ �) !] [� ∑�! − (∑ �)!
 

 

Where 

r AM =    is  the  correlation  coefficient  between  the  average  time  spent  and  Most  frequent 

time 

n =    is the size of the sample, here is 38 charging points that have been examined 

A=     is the individual score on the A variable  

M=                 is the individual score on the M variable 

AM=     is the product of each A score times its corresponding M score 

A2 =     is the individual A score, squared 

M2 =    is the individual A score, squared 
 

Table 10‐2: Correlation matrix 

 

10.2 Notes for Planners,  Policy Makers and Regulators 

Table  10‐3  illustrates  the  relationships  of  the  variables  in  a  legible  way.  The  e‐mobility 

system  readiness  and  understanding  the  effects  of  its  variables  is  what  would  interest 

planners, policy makers and regulators and understand.  
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Table 10‐3: Variables correlation insights 
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To determine exactly how much of the variance in one variable can be accounted for by the 

variance in another variable, the Coefficient of Determination is computed by squaring the 

correlation coefficient (r). The inverse of this value is the amount of unexplained variance 

(Coefficient of nondetermination).   

 

Starting with the variables that have a positive or direct correlations, Average Time Spent 

(A) has a very strong positive relationship with the User Charging Personas (UCP): The Top 

Up  (value  of  1),  The  Lucky  Charge,  The  Good  Enough,  The  Superb  and  Beyond  Charging 

(value of 5). The correlation analysis suggests that 64% of the variance in the users persona 

can be explained by the variance in the A. This means that (r AUsers Personas = 0.801) and (r 

AUsers Personas = 64%) of the variance in A can be explained by the variance  in CUP. On the 

contrary,  A  has  a  negative  correlation with  the Most  Frequent  Time  (Μ)  and On  and Off 

Street (Ο). M has a negative relationship with the Α. In numbers, this means, the more the 

time the user spends charging, the earlier they will arrive the CP. This means, (rAM= 0.36) 

and  (r  2AM =13%)  of  variance  in  time  they  arrive M  is  explained  by  the  time  they  spent 

charging A. This indicates a weak relationship.  

 

O has a moderate negative relationship with A., see (Figure 10‐2). This is a special case as in 

On and Off Street, it is a dummy variable where On Street is the value of 1 and Off Street is 

the  value  of  0.  Therefore,  a  negative  relationship means  users  tend  to  spend more  time 

charging  when  they  are  using  an  Off  Street  CP.  This  means  that,  (rAO=  0.39)  and  (r 

2
AO=15.2%) of variance in time they arrive (M) is explained by the variance in the location 

of the CP (O). 

 

 

Figure 10‐2: On‐Off Street and Average Time Spent (A) 
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On  and Off  Street  (O)  has  additional  significant  relationships.  It  has  (r =  ‐.440) with  the 

user persona, which  almost  implies  the  same  relation of O  and A.  It means users  tend  to 

stay longer when charging their cars in parking lots or at the workplace. This means that (r 

2
UsersPersonasO=  19.4%)  of  the  variance  in  the  user  charging  persona  is  explained  by  the 

location  of  the  CP whether  On  or  Off  Street.  This  relationship  is  quite  similar  to  the  one 

previous,  the  difference  is  justified  as  the  formation  of  the  user  charging  persona  is  a 

product of A and M.  

 

O has a strong positive (direct) relationship with the spatial configuration attributes, and a 

strong  one  with  Integration,  0.594,  and  a  moderate  one  with  Connectivity,  0.476.  By 

considering  the more  important one of  them, both  the  Integration value  can be observed 

that  (r  2IO =34%)  of  the  variance  in  the  integration  value  of  the  street  that  has  a  CP,  is 

explained  by whether  the  CP  is On  or Off  street.  This  is  further  clarified  in  the  following 

section.  

10.2.1 Correlation: note 1 

Back to the definition of Integration value, main streets would have more integration values 

than  secondary  streets  or  alleys.  Accordingly,  an  On  Street  CP  would  have  a  higher 

integration value as the Off Street CP will be in car parks. It has a moderate positive relation 

with Distance from Centres (ι). This can interpreted as the more the CP is away from Urban 

Centres,  the more  the probability  it  is an Off Street CP. This has  to do with  town and city 

planning and the location of the main parking lots with respect to the urban cores. Hence, 

this coefficient means here that Off Street CPs positively correlate to ι with a value of 0.417 

at  a  level  of  confidence  of  0.05.  This means  that  (rιO =  0.417)  and  (r  2ιO  =16.8%)  of  the 

variance in number of transactions is explained by the location of the CP as being On or Off 

Street.  

 

A further relation is O with the History (Η). A moderate positive relation, a value of 0.387, 

correlates the On‐Off Street design parameter of a CP to the years it has been installed. This 

means  that  historic  CPs  are  Off  Street;  whereas,  the  newly  installed  CPs  tend  to  be  On 

Street. Consequently, it can observed that (r 2OH =14.4%) the variance in installing a CP On 

or Off Street is explained by the time it has been installed. This relationship has a value of 

0.387 at a level of 0.1. 

 

Further  relationships  are  the ones  that  the LoA has with  spatial  attribute,  Integration  (I) 

and  the number of  transactions  (η).  LoA has  a moderate direct  relationship with  I.  (rPI = 

0.457)  and  (r  2PI  =  20.25%)  of  the  variance  in  the  level  of  awareness  explains  by  the 

integration  value  of  the  street  that  has  the  CP.  This  relationship  is  self‐explanatory.  The 
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main corridors of mobility have higher integration values and are more visible to people to 

recognise. Hence, the Integration is positively correlated to LoA. The second relationship is 

the LoA with the number of transactions (rPt = 0.390) and (r 2Pt =15.21%) of the variance in 

transactions made  in a CP  this  can be explained by how aware  the users are of  it. This  is 

another simple and justified relationship. The more the CP is popular and known by users, 

the more it will be used. In other words, the variance in the usability of the CP is justified by 

15.21% due to being recognised by users.  

 

The  last variable  is  the Total Energy Used (Λ). This variable positively  correlates with all 

variables  as  explained  before.  This  is  because  of  the  direct  relationship  of  all  the  other 

attributes in conjunction with the total energy spent by a user charging their cars. The most 

frequent time as  indicated above (most  frequent time and the time spent),  the number of 

users, and the number of transactions. This leaves the On Street one in a negative relation, 

though  this  is  due  to  the  dummy  variable, which  strongly  accept  the  hypothesis  that  Off 

Street CPs generate more profit. 

10.2.2 Correlation: note 2 

A meaningful observation, can be obtained from the relationship between (Λ) and both (n) 

and (τ). The total Energy has a moderate direct relationship (0.483)++ with the number of 

users  at  a  significance  level  0.01,  and has  a  very  strong direct  relationship with  the  total 

number of transactions (0.896)++ at a significance level of 0.01. This implies that the more 

(n) and (τ), the higher the profit; however, the profit does not significantly correlate to the 

(A).  This means  that  the profit  is more  sensitive  to  the  transactions made  (same user  or 

multiple) throughout the day.  

 

Therefore,  a  CP  with  a  high  number  of  transactions  indicates  that  the  charging  sessions 

were  relatively  short.  This  is  because  the  longer  the  charging  session,  the  smaller  the 

number  of  charging  events  (transactions)  being  made  throughout  the  day.  It  can  be 

observed that a CP that is being used more frequently (even for short charging sessions, by 

The Top Up  or  The Good Enough,  see  charging  personas,  Chapter  7), will  generate more 

profit compared to another CP is being used by the same or a higher number of users but 

for longer charging sessions and less number of transactions.  
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10.3 Lessons Learnt From E‐Mobility Data Analytics 

Data analysis has highlighted three major issues, which have to be interpreted with caution. 

10.3.1 Single and multiple CPs records in analysis  

The number of CPs  in each RF may cause biasness. For example,  if one RF has  two CPs # 

20007 and 20008, each CP has its own records of transactions (charging events), η , A, and 

M, see (Table 10‐4). A clarification should be made whether the values are for each CP or 

both 20007 and 20008. This is to avoid misleading comparison between multiple RFs and 

single RF, see (Table 10‐5). As it is shown in the average value of CP# 20006 transactions 

will  give  a  wrong  indication,  see  (Table  10‐6).  To  avoid  this,  each  CP  is  to  be  listed 

separately, and some attributes will be repeated, see (Table 10‐4). For example, all spatial 

design  parameters  and  some  charging  attributes will  remain  the  same  for  the  CPs  of  the 

same RF. This is acceptable as it will not affect the ability to predict.  

Table 10‐4: Separating multiple points 

 
Transactions  Users  Average Time Spent  

 
2011  2012  2013  2011  2012  2013  2011  2012  2013 

20006  34  29  39  15  16  19  01:28  02:52  02:14 

20007  93  141  159  23  23  33  02:11  01:56  01:49 

20008  100  198  240  20  26  37  01:55  03:32  02:20 

Table 10‐5: Taking the average 

 

Transactions  Users                           Average Time Spent 

 

2011  2012  2011  2012  2013  2013  2011  2012  2013 

20006  34  29  15  16  8  12  01:28  02:52  02:14 

20007‐

20008 
193  339  43  49  70  993  02:03  02:44  02:04 

Table 10‐6: Summing up 

 

Transactions  Users                             Average Time Spent  

 

2011  2012  2011  2012  2013  2013  2011  2012  2013 

20006  34  29  15  16  8  12  01:28  02:52  02:14 

20007‐

20008 
97  170  22  25  35  199  02:03  02:44  02:04 

 

10.3.2 Users’  volume to charging events ratio 

One  of  the  major  issues  is  the  difference  between  the  number  of  transactions  and  the 

number of users. These two variables are directly correlated, but reciprocal. A high number 

of transactions does not necessarily coincide with a high number users. For example, and as 

illustrated  in  Figure  10‐3  in  the  year  2011,  CP#  30058  had  26  transactions made  by  14 

users, whereas CP # 40004 made 44 transactions made by 11 users and in the year 2012, 



 301 

CP #30058 had 62 transactions made by 20 users where 10002 had 74 transactions made 

by 8 users. 

 

 

Figure 10‐3: Users‐charging events ratio‐years 

10.3.3 Avoiding multicollinearity 

In  regression analysis,  a problem  is  referred  to as  a Multicollinearity  this  is when  two or 

more  independent  variables  in  the  multiple  regression  model  are  highly  correlated, 

meaning that one can be linearly predicted from the others. This makes it more difficult to 

determine  which  Independent  Variable  (IV)  is  actually  producing  the  effect  on  the 

Dependent Variable  (DV). Predictors  that are highly collinear  (linearly  related) can cause 

problems  in  estimating  the  regression  coefficients,  as  the  estimate  of  the  explanatory 

variable impact on the dependent variable while controlling for the others tends to be less 

precise (Iastate, 2004).     
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To avoid this problem, the following variables will not be included: 

 

‐ Charging profiles and reliability  index as both are computed  from other variables. 

The first  is a product of the average time spent and most frequent time where the 

second is a product of the energy used.  

‐ Connectivity is excluded due to the high correlation with the integration value in the 

case of Newcastle‐Gateshead area.  

‐ Mean Depth (MD)  

 

The year 2012 can be considered the most stable year of operation where the majority of 

the CPs were activated, more users joined the market, and a noticeable charging pattern can 

be  drawn.  A  regression  analysis  is  carried  out  for  the  year  2012  records.  This  is  to 

investigate the effect and the interaction between the different variables of the system. 

10.4 Hypothesis Development 

This chapter aims at interrogating the relationship between the design features and spatial 

configuration attributes of the RF and the charging patterns and behavioural parameters of 

EV drivers. The Hypothesis deals with the sample, and can be generalised across the large 

population. The sample is the EV population of the Newcastle and Gateshead area charging 

their cars in NE1, NE4 and NE8.  

10.4.1 Why to investigate this relationship? 

The depiction of the real world population and the system has to denote and stimulate at a 

high  level  of  correlation.  In  case  of  having  a  system  used  by  human  beings  like  the  EV 

system,  depicting  the  behaviour  layer  should  not  be  overlooked.  An  imperative  question 

that  needs  investigation  is  the  correlation  between  design  parameters  of  the  charging 

network and the charging behaviour. This illuminates the thesis research question: 

 

RQ1:  What are the influential spatial and behavioural attributes affecting 

the design and the use of e-mobility charging network? 

 

In order to address this question,  first  the hypothesis has to be clear, which  is  testing the 

whether  or  not  the  spatial  form  of  the  urban  context  affects  the  e‐mobility  system  use. 

Spatial  form  has  been  acknowledged  in  the  past  as  a  primary  independent  variable with 

respect  to  vehicular  mobility;  however,  relatively  recent  research  started  to  explain  the 

spatial  analysis  of  social  behaviour  and  patterns.  Attention  was  devoted  mainly  to  the 

movement and human behaviour  in buildings (Gil et al., 2009; Chittaro & Ieronutti, 2004; 
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Peponis et al., 2004, 2003) and in spaces (Hillier, 2007; Hillier & Stutz, 2005; Turner, 2003; 

Batty, 2001). This line of thinking suggests there are two possible viable options: 

 

iii) Non directional stating that there is a clear relationship between the design and 

the  charging  behaviour;  however,  neither  the  direction  nor  the  strength  are 

known.  a  non  directional  research  hypothesis  is  proposed  by  stating  the 

relationship  between  the  design  and  the  charging  behaviour  referring  to  the 

previous  analytically  collaborated  similar  studies  in  the  urban  environment 

(Paul, 2011; 2009; Gil et al., 2009; Nkwenti, 2008; Jiang; Nkwenti; 2008; Hillier 

&  Iida, 2005; Batty, 2001; Mottram et al, 1999; Penn et al., 1998; Hillier et al., 

1993) and investigate the strength of the relationship. 

 

iv) A  null  hypothesis:  since  the  e‐mobility  is  a  complex  system  with  unique 

characteristics compared to conventional mobility system, the null hypothesis is 

suggested. In fact, there is a lack of evidence or theories corroborating the effect 

of  the  RF’s  design  features  and  qualities  on  the  charging  patterns  in  urban 

contexts.  Referring  to  previous  research  and  studies  carried  out  in  this  area, 

little work has been conducted on the role of the social factor.  

 

Due to the difference between main paradigms of the EV system and conventional mobility 

systems,  a  null  hypothesis  is  proposed.  The  preposition  is  that  there  is  no  relationship 

between  the  usability  (the  profit  of  a  CP)  and  the  design  features,  spatial  configuration 

attributes of the RF in its urban context, the charging pattern and behavioural parameters 

of  the  EV  drivers.  Where  H0  is  the  null  hypothesis  and  β1  (the  design  and  spatial 

configuration)  and  β2 (charging  patterns)  are  the  estimates  of  the  overall  EV  population 

estimates  of  the  IVs.  If  this  hypothesis  is  true,  this means  that  the  relation  between  the 

profit  and  spatial  and  behavioural  attributes  is  false.  This  is  to  be  tested  via  the  sample 

estimates b1 and b2, see (Equation 10‐2).  

 

Equation 10‐2: Hypothesis development  

 

�! ∶  �! =  �! = 0 

�! ∶  �! ≠ 0,  �! ≠ 0 
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10.4.2 Two models or a hybrid model 

The design process of  the EV charging  infrastructure  is very similar  to  the petrol stations 

location  problem.  Both  cannot  be  dealt  with  as  facility  or  location  allocation  problem. 

Location  allocation  problem  can  be  purely  based  on  spatial  and  metric  tabulated  in  the 

optimization model,  this  approach  is  extraneous  to  RF’s  location  problem.  An  integrated 

model  that  accounts  for  a  multi‐parameter  complex  system  is  required  which  can  link 

between  the  two  sets  of  predictors.  In  this  chapter,  a  multi  linear  regression  model  is 

developed  to  study  the  relationship  between  the  dependent  variable  (the  Total  Energy 

Used (Λ) and several explanatory variables.  

10.4.3 Multiple regression models 

Several  trials were attempted,  it was considered to separate the two sets of variables and 

design  a  standalone  model  for  each.  Using  SPSS  Statistics  21  software  to  perform  the 

regression, the results are shown in (Tables 10‐7, 8, 9, and 10). 

 

Table 10‐7: Model 1 (spatial) summary 

Model  R  R Square  Adjusted R Square  Std.  Error of  the Estimate 

1  .939a  .283  .171  354.722106 

 

a. Predictors: (Constant), OnandOff, Public_Awareness, DistanceFromCenters, TrafficAccount, Integration. 

b. Dependent Variable: Total_Energy_Used  

 

Table 10‐8: Model 1 (spatial) ANOVA a 

Model  Sum of Squares  df   Mean Square  F  Sig.  From F table 

1 

Regression  1586825.006  5  317365.001  2.522  .049b 

Residual  4026488.725  32  125827.773     

Total  5613313.731  37       

 

Table 10‐9: Model 2 (charging‐related) summary 

Model  R  R Square  Adjusted R Square  Std.  Error of  the Estimate 

2  .939a  .882  .854  148.797715 

 

a. Predictors: (Constant), History, Weekdays, AverageTimeSpent, Transactions, MostFrequentTime, 

Number_of_users, Public_Awareness 

b. Dependent Variable: Total_Energy_Used 
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Table 10‐10: Model 2 (charging‐related) ANOVA a 

Model  Sum of Squares  df   Mean Square  F  Sig.  From F table 

2 

Regression  4949090.929  7  707012.990  31.933  .000b 

Residual  664222.802  30  22140.760     

Total  5613313.731  37       

 

Insight I  

 

By looking into the two models, some observations can be made. Reviewing Table 10‐7 the 

first model explains about 28% of the variation in Y (the total energy spent), according to 

the R2. Under  the panel headed ANOVA,  the F statistics, equal  to 2.522 (more  then 2) and 

the associated significance F, which can be used to perform a test of overall significance. By 

reviewing Table 10‐9,  the  first model explains about 88 % of  the variation  in Y (the  total 

energy spent), according to the R2. Under the panel titled ANOVA, the F statistics, equal to 

31.933  and  the  associated  significance  F, which  can  be  used  to  perform  a  test  of  overall 

significance.  However,  this  is  not  enough;  and  the  coefficients  need  to  be  reviewed  and 

whether  they are  statistically  significant  for  a prediction,  see  (Table 10‐11 and Table 10‐

12).    

 

Table 10‐11: Coefficients_(Spatial) Model 1 

Model  Unstandardized 

Coefficients 

Standardized 

Coefficients 

t   Sig .  

B  Std. Error  Beta 

1 

(Constant)  ‐1364.684  734.850    ‐1.857  .073 

OnandOff  ‐500.635  157.230  ‐.643  ‐3.184  .003 

Public_Awareness  8.458  5.301  .281  1.596  .120 

DistanceFromCenters  .345  .496  .134  .697  .491 

TrafficAccount  ‐.002  .009  ‐.047  ‐.255  .801 

Integration  1876.220  804.389  .516  2.332  .026 

 

Table 10‐12: Coefficients_(charging related) Model 2 

Model  Unstandardized 

Coefficients 

Standardized 

Coefficients 

t   Sig .  

B  Std. Error  Beta 

1 

(Constant)  23.515  347.027    .068  .946 

Number_of_users  4.160  4.977  .064  .836  .410 

AverageTimeSpent  .008  .005  .112  1.599  .120 

MostFrequentTime  ‐30.188  49.638  ‐.049  ‐.608  .548 

Weekdays  2.225  2.648  .068  .840  .407 

Transactions  5.583  .542  .884  10.308  .000 

Public_Awareness  ‐4.594  2.578  ‐.153  ‐1.782  .085 

History  ‐9.799  5.713  ‐.121  ‐1.715  .097 
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On the first model, out of the 12 variables in total, the coefficients to the On and Off Street 

and Integration are the only two significant coefficients, .003 and .026. In the second model, 

only the coefficient to Transactions is statistically significant, .000. 

Although the two models are capable to predict and can be used to explain the variance of a 

RFs  profit,  the  separation  did  not  support  the  integration  of  the  spatial  and  behavioural 

variables  in  the  one  model.  To  resolve  this  matter,  some  alterations  were  made.  Some 

predictors had to be removed and/or swapped, as the total number of variables is relatively 

large compared to the 38 observations. 

 

This model is developed to predict and explain the variance in the design process of the RFs 

and the following points had to be considered: 

 

- The obtained relationships from the correlation analysis; 

- The availability of the data (number of transactions will not be possible to get when 

planning for a Greenfield area); 

- The necessity of integrating the variables;  

- The degree of freedom of each model (the higher the better); 

- The  significance of  the  coefficients  (a higher R2 with  insignificant  coefficient  does 

not make the model any better), and; 

- The number of variables in the model.  

 

Consequently,  a  hybrid model  is  designed.  The  designed model  does  not  couple  the  two 

sets;  however,  it  runs  each  set  separately,  and  then  generates  a  hybrid model  at  the  end 

with a modified R2 and adjusted R2. The two sets of variables were merged, and after trying 

different  combinations and sets of variables,  the variables  that are  the most  relevant and 

likely  to  affect  the DV were  finally  selected.  The  final  list  contains  7  variables  in  total  in 

addition to the IV.  

 

Insight II  

 

To run the model,  the variables are to be classified  into behavioural and spatial elements. 

Behavioural attributes are the ones related to charging patterns; whereas, the spatial ones 

are  the  urban  context  related  variables.  After  conducting  several  trials  trying  to mix  and 

match  all  the  variables  and  see  which  set  up  provides  better  results,  the  following 

composition was selected, see (Table 10‐13).   
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Table 10‐13: The two sets of attributes 

 

 

 

 

 

 

 

10.5 Regression Analysis 

There are 12 input factors (predictors) with 38 observations. This means that each of the 7 

factors  is  tested  at  38  levels.  The  results  will  have  a  random  error.  The  random  error 

indicates that there is a percentage of variance, which is undefined and cannot be explained 

by  the  factors.  The  model  is  testing  how  powerful  the  equation  is  in  representing  the 

relation.  The  equation  is  judged  by  the  residuals  analysis  as  the more  the  random  error 

occurs,  the  lower the correlation. Accordingly,  the weaker  is  the relationship between the 

DV and the IVs. 

 

The method being used is ENTER (using SPSS Statistics 21), see (Table 10‐14). This means 

all  of  the  variables  are  entered  at  the  same  time  whereas  other  methods  like  stepwise, 

remove, backward or forward involved some sort of wise step regression.   

 

Table 10‐14: Variables entered/removed a 

Model  Variables Entered  Variables 

Removed 

Method 

1 

MostFrequentTime, 

Number_of_users, 

Public_Awareness, 

AverageTimeSpentb 

.  Enter 

2 
Connectivity, OnandOff, 

Integrationb 

.  Enter 

a. Dependent Variable: Total_Energy_Used 

b. All requested variables entered. 

 

10.5.1 Spatial statistical analysis 

A  hybrid  model  is  developed  in  two  stages  1a  and  1b.  Using  the  data  of  38  monthly 

observations,  the models  are  executed  and  the  results  are  reported here below. The  first 

model  comprises  of  only  spatial  parameters  (predictors).  The  Adjusted  R  square  value 

indicates that the five spatial factors explains 17% of the use of RFs variance, which is very 

low as over 85% of the factors remain unexplained and make the model less able to predict 

future values. In a second model, the behavioural parameters are added to the spatial one. 

 
Charging Behavioural  

Attributes 

Urban Context Related 

Attributes 

1  No. of users (η)  On / Off Street (Ο) 

2  Average time spent (Α)  Integration  (Ι) 

3  Most Frequent Time (Μ)  Connectivity (C) 

4  Level of Awareness (LoA)   
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The Adjusted R square increases to 0.871, this is displayed in (Table 10‐15) and the model 

significance is improved, 0.000, displayed in (Table 10‐16).  

10.5.2 F test of significance 

In a multiple regression model, the F test of significance (Kahane, 2008) is used to question 

whether  the  model  explains  the  variance  of  the  Dependent  Variable  (Y).  Rewriting  the 

formal  hypothesis,  H0:β1=β2=0.  This  null  hypothesis  means  that  all  of  the  population 

parameters to the X variables are truly and jointly equal to zero, meaning that the model as 

a whole has no ability to explain the behaviour of Y.  

 

The  Sig.  F  in  ANOVA  in  Table  10‐16  highlights  the  probability  that  H0 is  true,  given  the 

sample result for the regression. Accordingly, it can be deduced suggesting that the model 

has  something  to  say  about  the  behaviour  of  Y,  the  total  energy  used.  Therefore,  the 

hypothesis H0:β1=β2=0 at a very high level of confidence can be rejected.   

 

Table 10‐15: Model summary c 

Model  R  R Square  Adjusted R 

Square 

Std.  Error of  the 

Estimate 

1  .532a  .283  .171  354.722106 

2  .945b  .910  .871  139.670909 
 

a.  Predictors:  (Constant),  MostFrequentTime,  Number_of_users,  Public_Awareness, 

AverageTimeSpent 

b.  Predictors:  (Constant),  MostFrequentTime,  Number_of_users,  Public_Awareness, 

AverageTimeSpent, Connectivity, OnandOff, Integration 

c. Dependent Variable: Total Energy Used 

 

Table 10‐16: ANOVA a 

Model  Sum of 

Squares 

df   Mean 

Square 

F  Sig .  

1 

Regression  1586825.006  5  317365.001  2.522  .049b 

Residual  4026488.725  32  125827.773     

Total  5613313.731  37       

2 

Regression  5106106.697  11  464191.518  23.795  .000c 

Residual  507207.034  26  19507.963     

Total   5613313.731  37       

 

10.5.3 Model significant coefficients   

The  model  is  to  explain  the  variance  of  the  use  (profitability).  As  Table  10‐17,  the 

coefficient  to  the  variable,  η   is  positive  and  has  a  Sig.  value  of  .001,  meaning  that  it  is 

significantly different from zero at better than the 1% level of significance (or 99% level of 
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confidence). Results suggest that the variables η, M, O and I are significant at the 1% level of 

significance (or 99% level of confidence), as the four have a Sig. value less than 0.05. 

 

Table 10‐17: Coefficients a 

Model  Unstandardized 

Coefficients 

Standardized 

Coefficients 

t   Sig .   Coll inearity 

Statistics 

B  Std. 

Error 

Beta  Tolerance  VIF 

1 

(Constant)  105.451  228.742    .461  .648     

Public_Awareness  4.525  4.267  .150  1.061  .297  .931  1.075 

AverageTimeSpent  .012  .010  .174  1.178  .247  .857  1.167 

Number_of_users  29.468  9.105  .454  3.237  .003  .949  1.054 

MostFrequentTime  ‐174.872  91.307  ‐.284  ‐1.915  .064  .849  1.178 

2 

(Constant)  ‐603.145  634.249    ‐.951  .349     

Public_Awareness  6.091  4.482  .202  1.359  .184  .671  1.490 

AverageTimeSpent  ‐.007  .011  ‐.097  ‐.623  .538  .617  1.620 

Number_of_users  30.649  8.342  .473  3.674  .001  .899  1.112 

MostFrequentTime  ‐189.335  82.325  ‐ .308  ‐2.300  .029  .830  1.204 

OnandOff   ‐425.639  141.100  ‐ .547  ‐3.017  .005  .453  2.208 

Integration  1815.200 755.859  .499  2.402  .023  .344  2.906 

Connectivity  ‐18.747  16.463  ‐.192  ‐1.139  .264  .525  1.904 

a. Dependent Variable: Total_Energy_Used 

 

Given  the  low  t  statistic  and  the  large  associated  Sig.  values,  the  variables,  Average  time 

spent  and  connectivity  are  not  statistically  significant  in  this  regression.  The  variables M 

and O have a negative coefficient, while (I) has a positive impact on the dependent variable.  

 

Aa  histogram  of  the  standardised  residual  values  is  displayed  in  Figure  10‐4,  which  is 

expected  to  be  close  to  normally  distributed  around  a  mean  of  zero.  In  addition  to  the 

normal plot of regression standardised displayed  in Figure 10‐5 where  it  is expected that 

the  values  to  be  very  close  to  or  around  the  reference  line.  This  indicates  very  little 

deviation of the expected values from the observed values.  
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Figure 10‐4: Histogram of DV: total enery used 

 

Figure 10‐5: Regression standardised residual plot 

10.6 Results Interpretations 

Through  a  linear  regression  approach,  was  developed  a  hybrid  model  that  coupled  the 

independent  behavioural  and  spatial  variables  to  explore  the  relation  to  the  total  energy 

consumed by the CPs. There are some meaningful interpretations and important outcomes. 

The  coupling  process  of  the  variables  is  fundamental  for  model  validity  and  reliability. 
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Decoupling  behaviour  and  spatial  qualities  of  a  system  would  lead  to  maybe  higher 

statistical significance though unrealistic interpretation.  

The model  is  developed  to  assist  in  planning  future  EV  charging  network  based  on  real 

experience and empirical  analysis. Effects and  intersections of  all  factors  should be  taken 

into account. To validate  this,  the random error value has significantly dropped when the 

behavioural  parameters were  added  in  the  second  stage.  The model  explains  45% of  the 

RF’s usage variance.  

This chapter explored different spatial and charging pattern related variables and proposed 

a  regression  model  where  these  variables  were  coupled  in  order  to  identify  the  most 

influential  factors  affecting  the  use  of  RFs.  Previous  research  has  shown  successful  in 

interrogating this relation  in different contexts. As a preliminary model,  justifying 45% of 

the  variance  in  a  complex  system  indicates  the  good  selection  of  variables,  validates  the 

success  in quantifying  and  analysing  the  variables,  and outperforms  a  reliable  regression 

model at a high confidence level.  

In return, the model generates a linear equation where the DV is a product of the influential 

factors that contribute to a utilized and profitable charging network, see (Equation 10‐3). 

Out of the seven factors (predictors), there are four most influential variables affecting the 

EV system usability. The equation is a simple linear regression, as per Equation 10‐3:  

Equation 10‐3: Linear regression (4 independent variables) 

 

� = � +  �! (�! )+  �! (�! )+  �! (�! )−  �! (�! )  
 

Where 

 

Y    is the total energy used  

X1‐4  are the four independent variables with significant coefficients  

b1‐4  coefficients to variables 

 

 

To  formulate  the  final  equation  with  labels  and  coefficients,  by  using  the  standardized 

coefficients, see (Equation 10‐4). 
 

 

Equation 10‐4: E‐mobility most influential spatial and charging related attributes  

 

� � = (+.308 ���������������� � + .473 Number of users (η)− .547 ��/

��� ������ (0)+ .499 �����������) 
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10.7 Concluding Remarks 

The  spatial  structure  of  a  street  network  does  not  work  independently  of  urban  and 

behavioural layers of the given EV system.  The statistical model revealed that the measures 

of  design  configuration  and  spatial  qualities,  behaviour  layer,  demographic  and  travel 

demand attributes are most strongly associated with charging events of EVs when planning 

for future EV integrated charging network. Therefore it can be suggested that the analysis 

presented here rejects the null hypothesis that design configuration values do not correlate 

to charging preference. Location‐related values explain 30% of the variance of total energy 

consumed of the RFs of the network while adding behaviour‐related values raises it to 44%.  

 

The  chapter  shows  that  these measures:  On  street  and  Off  street  location,  LoA,  distance 

from urban centroids, traffic counts of the nearest corridor (s), and integration values are 

likely to capture only 17% of the EV recharging facilities occupation and usability which is 

quite a reasonable ratio for a pilot study. Whereas, the charging pattern‐related attributes: 

contribute to 84% and coupling the two categories explains 87% of the system use.  

 

Off  Street  charging  sites  increase  the  likelihood  of  public  charging  being  used when  it  is 

located  in  the workplace. On Street with high  integration values,  close  to main  corridors, 

distant from urban cores tend to have a high frequency of short charges over the weekdays. 

Importantly,  the  results  presented  here  also  underscore  the  significance  of  the  spatial 

structure of road networks. This chapter has provided an equation that can apply to design 

a charging network in a similar urban context, within which 45% of its use can be explained 

based on four identified variables. These variables can be estimated, measured and inserted 

into the formulated equation. 
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CHAPTER 11.  DESIGN II: FORCASTING THE DEMAND 

 

“Honey, I charged the car. I have just checked #UKCharge , Heathrow Charging 

Point is working.” 

 

 

 

 

By Jef Lay, LEAF Talk Forum Moderator, UK (2015) 

 

 

 

 

This chapter presents the last phase of designing the e‐mobility section. It discusses means 

to forecast the demand in the e‐mobility systems based on analysing the current system of 

the Newcastle‐Gateshead area. The chapter is divided into two parts, see (Figure 11‐1), Part 

A  discusses  the  current  EV  users’  charging  patterns  and  personas  through  a  Time  Series 

analysis. The Time series model proposes a method to forecast the charging patterns in e‐

mobility  systems.  Part  B  addresses  the  assessment  and  planning  assistance  tool,  an 

integrated simulation model that is used for the location allocation problem of the RFs. 

 

Figure 11‐1: Chapter structure 

11.1 Part A: Forecasting the Charging Patterns  

Part A explores  the emergent behaviour of charging  throughout  the 3‐year operation and 

forecasts  the  charging pattern of  the given area. The e‐mobility  system of  the Newcastle‐

Gateshead area has been in operation since the second half of the year 2010 and growing. 

In this part, there are two main variables: Users Personas and the Most Frequent Time (M).  
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11.1.1 RFs occupation and frequency of use  

When referring to the RF occupation, there are two terms:  

- the number of users heading to a CP: a value which indicates the total number of EV 

users taking particular route to charge at a particular CP. This value will indicate the 

number of from/to the CP in the road network (transactions); 

 

- the  total  time  the  CP  is  occupied  (plugin  time).  The  time  interval  between  the 

charging events  is calculated throughout the day. To calculate the occupation rate, 

three  shifts  of  M  are  used  (morning,  afternoon,  and  evening)  as  the  night  shift, 

which starts at midnight and finishes at 5:59 AM is excluded. 

Planning  authorities  and  policy  makers  are  interested  in  both  values  of  occupation  as 

quantifying  these  values will  an  impact  on  the  traffic  network  (congestion  in  corridors). 

The  e‐mobility  system  in  the  Newcastle‐Gateshead  area  has  been  evolving,  Table  11‐1 

shows the differences between 2011, 2012 and 2913 NE1, NE4 and NE8.  

Table 11‐1: The evolution of Newcastle‐Gateshead e‐mobility system 

Evolution    2011  2012  2013 

       EV Population  75  169  250 

Time spent (Occupation)  20417 hrs  41634 hrs  77313 hrs 

Transactions  1391  2788  4127 

Total Energy Used  97,224.11  244,940.91  422,312.75 

Recharging Facilities  25  9  5 

Growth Rate (Users) 
 

44%  67% 

Growth Rate (Transactions) 
 

50%  34% 

 

From CYC database, which contains more than 12,000 charging events and covers over 30 

CPs and 300 users,  the data was sorted by years. Monthly transactions were counted into 

the four time/day categories: morning, afternoon, evening, and night. The time series model 

is  developed using  SPSS. The model  is  covering 8 halves  starting  January 2010  to have  a 

cumulative of 48 months, which is shown in Figure 11‐2, illustrates how the data is sorted 

as an input for SPSS.  
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Figure 11‐2: CYC dataset structure year/ month (by RF) 

11.1.2 Occupation time categories 

Prior to developing the time series model, it is always recommended to examine the data by 

mapping it and checking it  for any seasonal effect. The seasonal decomposition procedure 

can  be  used  to  discover  any  systematic  seasonal  variations  in  the  data.  By  using  the 

seasonal Decomposition  command  in  SPSS, which  can  examine  the  seasonal  factor  as  the 

effect of each period on the overall  trend. A sequence graph can be created to graphically 

represent the data while reflecting any seasonality, see (Figure 11‐3).  

  

 

Figure 11‐3: Charging pattern /day‐ occupation over the day 
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Figure 11‐3  shows a gap between  the morning and afternoon categories  and  the evening 

and overnight categories. This reflects the gap in the number of users charging their cars in 

each category. Users tend to charge in the morning and afternoon more than charging their 

cars during the evening time. Night has almost a zero occurrence, which is expected given 

that users usually charge their cars overnight using domestic chargers. 

The data  is graphically  represent by a  sequence graph,  thus allowing  the  identification of 

any  seasonality,  Figure  11‐3  values  on  the  Y  axis  represent  the  percentage  of  the  total 

charging  events  occurring  in  each  category  (morning,  afternoon  evening  and  night).  For 

example, in April 2011, 1% of the total number of EV drivers used the RFs to charge their 

vehicles overnight, 5% charged during the evening shift, 27% charged in the afternoon, and 

67 % charged during the morning shift. 

 

The  series exhibits a number of peaks, but  they do not appear  to be equally  spaced. This 

output suggests that if the series has a periodic component, it also has fluctuations that are 

not periodic, which is the typical case for real‐time series. As shown in Figure 11‐3, besides 

the small‐scale fluctuations, the significant peaks appear to be separated: April, August and 

December  of  the  year  2010,  April,  August,  and  November  of  the  year  2011,  May  and 

September of the year 2012, and June of the year 2013. This reflects typical highs in three 

seasons over the years; December holiday, school holidays and spring holiday seasons. The 

time  series  has  an  annual  period;  hence,  seasonality  is  a  prominent  feature  of  this  set  of 

data.  

11.1.3 Time series model and the seasonality effect method 

The Time Series model is employed and it is useful to remove the variation element from a 

the model  (seasonal  adjustment)  in  order  to  estimate  the  trend  for  prediction  purposes 

(Ruddock, 1995). Dealing with seasonality, analysing the actual time series data and finding 

a trend is the initial step for predicting the future values. Moving Average (MV) is a widely 

used  indicator  in  statistical  analysis  that  helps  to  smooth  out  the  values  by  filtering  the 

noise from random seasonality (fluctuations).  

 

The Autoregressive Integrated Moving Average (ARIMA) method is employed to accurately 

forecast values while dealing with the seasonal variation. The four M categories are plotted 

separately  to  show  the  seasonality  and  the  trend  line  using  MA  in  Figure  11‐4  and  the 

automaticly generated Table 11‐2. 
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Figure 11‐4: Monthly charging sessions in the four periods of the day 
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Table 11‐2: The Autoregressive Integrated Moving Average (ARIMA) values 

Month 
Mornin

g 

Aftern

oon 

Total  

12 

Months 

Total  

12 

Month

s 

Mornin

g 

Centre

d Total  

Afternoo

n 

Centred 

Total  

Mornin

g 

Trend 

Aftern

oon 

Trend 

Sep‐11  44  44  572  485  1154  968  32.06  26.89 

Oct‐11  51  41  572  485  1144  970  31.78  26.94 

Nov‐11  49  37  589  467  1161  952  32.25  26.44 

Dec‐11  41  42  591  463  1180  930  32.78  25.83 

Jan‐12  48  42  594  465  1185  928  32.92  25.78 

Feb‐12  40  47  601  468  1195  933  33.19  25.92 

Mar‐12  42  46  605  463  1206  931  33.50  25.86 

Apr‐12  53  38  617  454  1222  917  33.94  25.47 

11.1.4 Plotting users personas 

The five users’ charging personas can also be represented graphically, see (Figure 11‐5). By 

plotting  the  occurrence  of  the  five  personas  in  the  system,  various  separated  significant 

peaks appeared. The graph shows the difference in charging patterns throughout the years 

of operation, which is the estimation period. All values are based on the data provided as an 

input. For example, a high peak in February 2013, in the Top Up persona, does not mean a 

low one in the lucky Charge. The graph shows significant peaks and troughs in the first year 

of operation, 2011 and a few seasonal changes in December 2011 and 2012 holidays. 

 

 

Figure 11‐5: Charging personas (all years) 
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Estimation and validation periods   

The model consists of two main periods:  

- Estimation/observation/ historical period: the estimation period defines the set of 

cases  used  to  determine  the model.  To  set  the  estimation period,  select Based  on 

time  or  case  range.  This  period  should  not  have  any missing  value,  all  displayed 

values/  variables  are  nominal.  The  true  estimation  period  is  the  period  left  after 

eliminating any contiguous missing values of the variable occurring at the beginning 

or end of the specified estimation period.  

 

- Forecast  Period:  is  the  period  that  begins  at  the  first  case  after  the  estimation 

period. The length of this period depends on the research objective with respect to 

the length of the estimation period for accuracy and results credibility.  

 

 Goodness of  f it  statistics 

Prior to tackling the forecasting process, a check of goodness is to be applied to the model 

in order to test  its credibility  in forecasting. This  is done by using the estimated values to 

build a validation model or Fit Values graph which is: 

 

“It is a way to test how well the model is able to predict (in this case is to 

predict the charging preferences.” 

 

The  representation  of  the  observed  values  (estimation  period  values)  and  the  fit  ones 

should indicate the model’s predictive ability. By forcing the model to make predictions for 

the points that are already known (the points in the validation period), it can be clear how 

well the model can in forecasting. 

 

In this section, one IV is chosen for prediction. In order to test the model creditability, the 

charging patterns of  the morning shift  (6AM to 12PM)  is  selected,  see  (Figure 11‐6). The 

graph shows good agreement with the observed values (highlighted in red). This indicates 

that the model has satisfactory predictive ability. 
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Figure 11‐6: Goodness of fitness 

 

11.1.5 The predictive models I  and II  

Predicting  the behaviour elements of  the EV system  in  the proceeding years of operation 

can provide useful information and help planning authorities to understand the system and 

design  it  for  future  users.  For  example,  if  the  majority  of  people  seem  to  charge  in  the 

morning and for short charge (The Top Up),  this  in return would have  implication on the 

Traffic Management Systems (TMS). Enhancing the uptake by the government polices and 

initiatives and with having more cars in the network, the impact of the EV will be influential 

and  the  e‐mobility  within  the  network  would  be  considered  as  an  independent  travel 

demand. The  travel demand magnitude  is affected by  the several  factors, which  influence 

the commuters’ decision. Adding another  factor, which  in  this  case  is  the charging events 

and  the  desire  to  find  a  RF  within  the  network  in  a  relatively  short  time  compared  to 

conventional cars, shall have its effect on the system as a whole.  

 

A prediction of the time of charging over the day, Most Frequent Time (Μ) and the Average 

time spent (Α) would shape the main charging pattern paradigms. The prediction period is 

for  the  year  2014  and  it  is  based  on  the  active  data  for  the  years  2010,  2011,  2012,  and 

2013, using SPSS Statistics 21 software. 

 

The first model illustrates the four different shifts within the day. The estimation values are 

plotted in a time series model, see (Figure 11‐7). The model captures the observed data of 

the longitudinal study and the forecasted values for the year 2014. The values presented in 

both periods are the total percentage of the charging events that occurred in each month.  
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Figure 11‐7: Model I: Illustrating the four charging patterns in 2014 

 

The second model, see (Figure 11‐8) presents  the  five EV charging personas, predicts  the 

percentage of occurrence showing seasonality. 
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Figure 11‐8: Model II: Illustrating the five behavioural charging personas in 2014 

 

11.2 Model Statistics 

The  descriptive  analysis  is  conducted  for  the  two  models  providing  information  and 

goodness  of  fit  statistics  for  each  estimated model.  Initially,  see  (Tables  11‐3  and  11‐4), 

there  are  no  independent  variables  (predictors)  then  the  model  might  be  exponential 

smoothing method. The critical value is the Stationary R – squared.  

The Model Fit offers an estimate of the proportion of the total variation in the series that is 

explained by the model, Ordinary R‐ Squared. Larger values of the stationary R‐Squared (up 

to 1)  indicate a better fit. A value of 0.7 ‐ 0.8 more or  less means that the model excels  in 

explaining the observed variation in the data series. 
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Table 11‐3: Model fit I: model statistics 

 

Model  Number of  

predictors 

Model Fit  

statistics 

Ljung‐Box Q(18)  Number of  

Outliers 

Stationary R‐squared  Statistics  DF  Sig.   

Charging at Morning‐

Model_1 

0  .748  8.318  16  .939  0 

Charging at AfterNoon‐

Model_2 

0  .009  23.348  17  .138  0 

Charging at Evening‐

Model_3 

0  .739  24.753  16  .074  0 

Charging at Night‐Model_4  0  .784  9.749  16  .879  0 

 

 

Table 11‐4: Model fit II: model statistics 

 

Model  Number of  

predictors  

Model Fit  statistics  Ljung‐Box Q(18)  Number of  

Outliers 

Stationary 

R‐squared 

R‐squared  MAPE  Statistics  DF  Sig.   

Top Up‐Model_1  0  .845  .103  44.762  10.524  16  .838  0 

The Lucky Charge‐Model_2  0  .831  .228  34.053  34.301  16  .005  0 

The Good Enough‐Model_3  0  .880  .287  57.892  56.765  16  .000  0 

The Superb‐Model_4  0  ‐.010  .335  14.611  6.977  17  .984  0 

Beyond Charging‐Model_5  0  .704  .733  16.561  40.505  15  .000  0 
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The  Ljung‐Box  statistic,  may  refer  to  the  modified  Box‐Pierce  statistic,  provides  an 

indication of whether the model is correctly specified. A correctly specified model is: 

 

 “a model that all its variables that affect the response are included. As per 

Ljung-Box statistic, a significance value less than 0.05 implies a structure in 

the observed series, which is not accounted for by the model.” 

 

In model I, the values (0.939 is the highest). A value of 0.939 means that the model does an 

excellent job of explaining the observed variation in the series. This value is not significant, 

so we can be confident that the model is correctly specified. In model II, the values reached 

0.948 which is not signigicant and it ensures that the model is correctly specified.  

11.3 Charging Forecasting Discussion 

To be able to identify and classify charging profiles helps in understanding the nature of the 

system.  The  five  charging  personas  formation  is  a  function  of  time/behaviour  related 

elements.  The  peaks  and  toughs,  see  (Figure  11‐5)  showed  seasonality  with  large  gaps 

between the values. The charging pattern is non linear and it is not only affected by the time 

of the day or the available time that can be spent in charging, but also by the month of the 

year.  

11.3.1 First 22 months of operation years 2010‐2011 

In the first 22 months of operation, the frequency plot detected that the most frequent time 

the early adopters used to charge their cars using RFs was in the mornings scoring 50% and 

more,  above  average.  Only  during  the  summer  time,  July  2010  and  2011,  were  there 

troughs.  The  cumulative  energy  in  kWh  consumed  to  replenish  the  cars  in  the mornings 

was 5996.463 out of 10546.802 kWh, representing 56% of the total energy spent in the 22 

months. The Afternoon shifts were where the most frequent charging events taking place in 

the July and December Holiday, scoring 3482.416 out of 10546.802 kWh, representing 33% 

of the total energy spent in the 22 months. This actually reflects the accuracy of the active 

data  due  to  normal  change  in  driving  pattern  during  the  holidays.  With  respect  to  the 

charging  profiles,  the  five  profiles  were  fluctuating;  “The  Superb”  profile  was  the  most 

dominant  profile  throughout  this  period  of  time,  representing  55%  and  more.  The  fifth 

cluster,  “Beyond  Charging”  came  second  with  quite  a  big  20%  difference  gap.  The  first 

cluster,  “The Top Up”, was  significantly  high  compared  to  its  occurrence  in  the  following 

years,  yet  still  it was below 20%.  It  reached a high percentile during  the  troughs  in  “The 

Superb”,  where  the  total  kWh  consumed  to  replenish  the  cars  was  3646.278  out  of 

10546.802  kWh,  representing  34%  of  the  total  energy  spent  in  year  2012.  Overall,  this 

means that the occupation of the RFs was mainly by long charging events (three hours and 
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a half), which were taking place (car parks and especially at the workplace) replenishing a 

full  charge  of  Nissan  LEAF  battery.  Furthermore,  the  short  insignificant  charging  events 

occurrence, indicates the reliance on domestic charging access.  

11.3.2 Third year of operation, year 2012 

By  the  early  part  of  the  third  year  of  operation,  an  alternation  happened  between  the 

morning  and  the  afternoon  shifts.  The  most  frequent  time  started  to  shift  toward  the 

Afternoon. This implies a market penetration. The first year of operation and the morning 

time charging events indicate the use of workplace CPs more often. This means that users 

were used to locating the workplace charger available and hence there was no need to wait 

until  the  Afternoon.  The  shift  that  took  place  indicates  that  more  users  and  often  more 

charging events are taking place on a particular RF.  

 

The cumulative energy in kWh consumed to replenish the cars in the mornings was 11,782 

out of 20,937 kWh, and in the afternoons it was 6,625 out of 20,937 kWh. With respect to 

the  charging  profiles,  the  long  charging  events  were  still  scoring  the  first  and  second 

startling occurrence; however, in 2012, both profiles were evenly contributing to the use of 

RFs, 40% each. This indicates more utilization of the Off Street CPs (ID: #10002 (multiple 

CPs,  Newcastle  Civic  centre  car  park,  #20007  Eldon  Square  Shopping  mall,  #11077 

Northumbria University, #20049 and #30055, Quayside car park, #11067 King George VI 

car park, 30007 and 30008 Old Town Hall in Gateshead, and #20014 Sage Car Park). This 

indicates  that  the occupation of  the RFs was mainly by  long charging events (three hours 

and a half up until seven hours).  

11.3.3 Fourth year of operation, year 2013 

By the beginning of the fourth year of operation, the charging patterns seemed to be more 

settled and fairly distributed among the mornings and the Afternoons with an occurrence of 

the evenings and night charging events. The more distributed the charging events, the more 

reliable the infrastructure. The cumulative energy in kWh consumed to replenish the cars in 

the Mornings was 26,098 out of  46,428 kWh,  and  in  the Afternoons  it was 16,247 out of 

46,428  kWh.  With  respect  to  the  charging  profiles,  the  relatively  short  charging  event 

started to take place. Yet the long charges form the majority. “The Good Enough” formed a 

stable percentile,  10% of  the  charging  events  throughout  the  year, with  a  total  energy of 

6,69 out of 46,428 kWh. This is the second startling occurrence of the short charging events 

spanning  the years of operation with an upward  trend. This  reflects  an expansion, better 

market penetration, awareness and better use of RFs especially the On Street ones. 
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11.4 Reflection on the Predictive Model(s)   

As per the forecasting analysis, there are some observations about the charging patterns: 

i) RFs are expected to be occupied over the Mornings of year 2014, especially  in the 

months of February, March, April and May; 

ii) Afternoons have constant representation values that suspect a steady use; 

iii) Poor  representation  of  the  Evenings  and  especially  the  Night  patterns.  This  may 

indicate  that  the  market  is  growing  and  the  reliance  of  the  On  Street  RFs  is 

increasing; 

iv) “The Top Up” is not much replicated in the year 2014, this indicates a very low level 

of awareness; technical awareness and knowledge about the system; 

v) The  highest  two  preferences  “Beyond  Charging”  and  “The  Superb”  have  startling 

occurrence,  which  reflects  also  more  reliance  on  workplace  and  in  return  more 

attention to be given to accessing charging services at the workplace. 

 

The predictive model  can  also provide  an overview of  the  expected  revenue.  Figure 11‐9 

illustrates  an  upward  trend  of  the  predicted  total  energy  used  by  the  end  of  year  2014 

while a trough during Easter, summer and the December holidays.  

 

 
Figure 11‐9: Energy/ profit projection in 2014 

 

Part A of  this chapter explored  the emergent behaviour of  the EV users via a Time Series 

Models, the charging patterns and personas were forecasted. Part B presents the simulation 

model case study providing as a design assistance tool to assess current e‐mobility systems 

or to be employed to design (forecast the locations of the RFs) for future e‐mobility system.  
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11.5 Messages to Stakeholders (Message I) 

To conclude this section, the outcome is to generate an individual profile for each EV user 

identifying and mapping the pattern and occupation of the used RFs. In addition, forecasting the 

patterns, which cumulatively (EV population) will provide useful information to planning 

authorities and policy makers, see (Figure 11-10). 

 

Figure 11‐10: Current and forecasted occupation‐message to stakeholders   

The next section presents the second part of the chapter where the use of simulation model 

to identify candidate locations of the RFs (assessment and planning purposes). 
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11.6 Part B: Forecasting RF’s Locations  

Part  B  forecasts  the  candidate  locations  of  the  RFs  through  the  research  case  study 

employing Anylogic platform. In this section, the usage records are analysed from an end‐

user  perspective.  An  overview  of  different  levels  of  analysis  is  presented.  Descriptive 

analysis  is  carried  out  to  explore  different  levels  of  analysis  and  investigate  which  level 

could  be  the  best  indicator  to  depict  individual  insights  of  the  charging  profiles.  This  is 

followed by a case study, which  integrates  the EV users and presents a simulation model. 

The case study reports on the use of hybrid modelling and space syntax to simulate selected 

EV population commuting to and from NE1.  

11.6.1 Modelling based on empirical  data 

After  checking  CYC  dataset,  2012  was  considered  as  the  year  with  the  most  complete 

dataset. The year 2011 was  the  first  full  year of operation  (the  installation  started  in  the 

mid  of  2010)  even  though,  some  points were  not  yet  installed  and  in  2013,  some  points 

were  deactivated.  Moreover,  to  avoid  seasonality  effects  likewise  Easter,  summer,  and 

Christmas vacations, the first half (H1) of 2012 was considered for this analysis. 

 

In H1 of 2012, users (n=97) have used  the RFs whereas 20 users only used  the charging 

network once over the six‐month period. In addition, some users had records in the first 3 

months, and then their IDs did not appear again in the records. There are several suggested 

reasons for this phenomenon and include: 

 

- Insight I: They sold their EV 

- Insight II: They depend only on domestic charge 

- Insight III: They have access to private/ employer charging point 

- Insight  IV:  They  moved  elsewhere  or  they  used  other  CPs  (which  are  very  few) 

operated by other provider. 

This is an example of a low level willingness to use RFs, as they did not return. In this case, 

those users are excluded  from the data set  for a better and more accurate  interpretation. 

Moreover, some users joined the system by the second quarter of 2012. If these records are 

included, this will imply a drop in the first quarter, which is misleading. The drop was not 

due to the unwillingness to use the RFs, the user at that time was a potential user.  Hence, 

after  removing  all  these  cases,  (n=18)  users  were  selected;  each  user  has  consecutive 

records among H1 of 2012. 
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11.6.2 The 18 EV users case study 

Prior  to  running  the  simulation  model,  the  users  data  is  analysed.  Following  the  user 

analysis  of  Chapter  7  (7.10  Part  B:  End‐User  Charging  Personas),  microscale  analysis  is 

carried  out  for  the  18  EV  users’  charging  records.  The  first  step  is  to  look  at  the weekly 

patterns. The Box and Whisker plot is used to presents the data. It is an exploratory graphic 

tool  that  is  used  to  show  the  visual  description  of  the  descriptive  data.  It  displays  the 

variation  in  the  dataset  without  making  any  assumptions  of  the  underlying  statistical 

distribution. The degree of dispersion (spread) and skewness  in the data and outliers are 

denoted by the spacing between the different parts of each box.   

Charging patterns analysis  (monthly) 

The  first  step was  to  present  the  six  consecutive months  starting with  January  2012.  By 

plotting the users’ charging records, see (Figure 11‐11).  

 

 

Figure 11‐11: 18 EV users monthly charging records_6 months_H1 2012 

The monthly charging events provided some insights:  

 

- Insight I: the maximum monthly records done by an individual reached 15 charges 

per month. 

- Insight II: the smallest number was to charge once a month.  
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This would be useful in the case comparing two sets of data. For instance comparing H1 to 

H2  to  find  the  maximum  and  minimum  monthly  charging  events.  The  total  number  of 

transactions  for  the  18 users was  calculated.  This was  done by  taking  these  records  to  a 

higher  level  of  detail  and  comparing  the monthly  records  of  individuals  spanning  the  six 

months.  

Charging patterns analysis  (weekly) 

The second level is to analyse the weekly patterns of the 18 users. Figure 11‐12 displays a 

box plot the users weekly charge on the X‐axis and the records on the Y‐axis. Looking into 

the mean value, the means are approximately the same for many of the users. For example, 

users IDs # NG11HsZ, NC008, NXIIDVJ, NCC002, and VoIIYGP vary between 11‐13 monthly 

charging events. However, users' records differ in terms of the spread.  

 

- Insight  I: The minimum charging events of EV user  ID #: NXIIDVJ are seven  times 

and the maximum did not reach 13 times; whereas, EV user ID #: VoIIYHT has spent 

month(s) with no records at all and in other times the maximum reached 28 times.  

- Insight II: This variation in records needs a higher level of detail; the weekly profiles 

are the next step. 

- Insight III: The majority of the users that had around four to five charging events a 

month, had spent a few week(s) within the same month with no charging records.  

- Insight  VI:  This  means  if  a  user  has  four  charging  events  a  month,  this  does  not 

necessarily mean that they charge their cars using a RF once a week, once‐a‐week 

pattern.  

 

Figure 11‐12: 18 EV users weekly charging records_30 weeks_H1 2012 
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Contrary,  the maximum  records may  be misleading.  EV  user  ID  #  NA61KMM  seemed  to 

charge up to 9 chargers a week in some week(s), which pushes the average to 5 charging 

events  a week,  see  (Figure 11‐13). However,  a week‐by‐week basis  analysis  showed  that 

this  was  an  exceptional  record  that  happened  only  twice  in  30  consecutive  weeks.  Such 

analysis indicates the non‐linear charging profiles and patterns of an EV user.  

 

Figure 11‐13: Individual charging profile user ID NA61KMM 

The weekly overview can show the occurrence of different charging patterns over H1. Another 

example is user ID # EDO7EHO used the publicly available CPs spanning the H1 of 2012, see 

(Figure 11‐14). In some weeks the user did not use the CPs for the entire week (happened 

14 weeks). This means that 47% of the time, the user did not rely on the RFs. In nine weeks 

out of the 30, the user charged only once a week, which means 30% of the time they merely 

rely on non‐domestic charging.  

 

Figure 11‐14: Individual charging profile user  ID ED07EH0 
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11.7 The Non‐Linearity of an Individual Charging Pattern 

It  is possible  to estimate  the EV users charging patterns  in  terms of  the  time they usually 

charge,  the  time  they  spent  charging  and  their  charging  preference  (the  CPs  they  use). 

However, it is difficult to depict a weekly pattern or a monthly profile without analysing the 

data  on  a weekly  basis.  Charging profiles  of  individuals  have  a  tendency  to  take  extreme 

patterns when it comes to the use of RFs.  

 

- Insight I: An EV user may charge up to seven charges a week using On‐Street RFs, 

while the other three consecutive weeks, charges at home. 

 

If  the data  is  available,  a microscale  level  of  analysis  explains  the user’s  confidence  level, 

technology  acceptance,  comfort  zone  boundaries,  and  charging  behaviour  (Morton  et  al., 

2011). A weekly overview can show the occurrence of different charging patterns over H1. 

There were 540 charging choices in total (the total number of daily charging events in 30 

weeks): 

 

- 244 charging choices were made not to charge at all (45%); 

- 81 charging choices were made to charge once a week (15%); 

- 54 charging choices were made to charge twice a week (10%); 

- 38 charging choices were made not charge 3 times a week (7%); 

- 37 charging choices were made not charge 4 times a week (7%); 

- 24 charging choices were made not charge 6 times a week (4%); 

- 62 charging choices were made not charge more than 6 times a week (11%). 

11.8 Simulation Input Data 

Simulation input data is based on CYC users’ real information and their usage (CYC, 2014). 

The  roads’  hierarchy  displayed  in  the  urban  layer  is  as  explained  in  Chapter  4.  The 

population is the (n=18) inhabitants IDs are: NG11HsZ, NJ6IWJK, NCC007, NC010, NC008, 

801E5A2A454204,  NXIIDTO,  NL6IHDX,  NIKPS,  NXIIDVJ,  V0IIYGP,  NCC002,  VoIIYHT, 

NA61KMM, NAIICVD, NG11OSY, ED07EHO, and ND61DYY, see (Tables 11‐5 and 11‐6).  

 

Week  (4)  in  year  2012  is  simulated.  This  week  was  selected  as  it  showed  the  highest 

records of transactions made and the highest number of CPs. Those drivers commute on a 

regular  basis  to NE1  and  they  charge  their  car  at  least  once  a week,  see  (Figure  11‐15), 

(considering the seasonality effect, Easter and summer vacations) on the charging patterns.  
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Figure 11‐15: Average of cumulative weekly charging events of the 18 users 

 

Table 11‐5: Actual charging records of the first 9 users (week 4_2012) 

  Users 

H1 2012 

Week (4) 

801E5

A2A4 

NL61

HDX 

ED07

EHO 

NIK

PS 

NA11

CVD 

NA61K

MM 

NCC0

07 

NCC0

08 

NG11

HSZ 

No. Charging 

Events 

(Transactions) 

6  1  2  2  1  7  4  7  4 

No. of Charging 

Points 

1  1  2  2  1  3  1  2  1 

 

Table 11‐6: Actual charging records of the second 9 users (week 4_2012) 

  Users 

H1 2012 

Week (4) 

NG11

OSY 

ND6I

DYY 

NXII

DTO 

NCC0

10 

NCC00

2 

NA61K

MM 

NXqq

DVJ 

VO11Y

HT 

NJ61W

JK 

No. Charging 

Events 

(Transactions) 

1  1  3  1  9  4  1  7  2 

No. of 

Charging 

Points 

1  1  1  1  1  2  1  2  2 

 

11.8.1 Spatial  measures‐ segmental map 

To apply the desired syntactic measures, the study area was drawn into a road‐centre lines 

map  and  a  segment  map,  producing  400  road‐segments,  see  Chapter  4.6.1  Vehicular 

Movement Prediction, Figure 4‐22). Spatial  configurational modelling has been applied  to 

the  area  of  study.  From  a  behavioural  point  of  view,  this  assumption  postulates  that  the 

number of directional changes on a route, is the primary consideration in path choice, even 
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more  so  than metric  distance  and  thus  it  is  expected  that  trip makers  prefer  routes  that 

involve  less  turns  along  the way,  rather  than  shortest  routes  (Hillier  et  al.,  2007).  Some 

syntactic measures have been calculated using DepthMap software.  

 

For  example,  and  with  respect  to  the  NE1  inner  core,  Westgate  road,  and  Collingwood 

streets are the most accessible arteries with high values of Connectivity, refer to (Chapter 4 

4.5.3 Depth and Connectivity, Figure 4‐19).  

 

Figure  11‐16  shows  the  urban  spaces  and  plots  of  the  selected  area  (59  spaces).  The 

selected area is well studied in Depthmap to get the necessary syntactic measures needed 

for  the  purpose  of  the  study.  The  following  step  was  to  convert  the  segment  map  (100 

segments)  into  a  simple  form  of  network  in  order  to  simulate  the  system,  collective 

segments.  

 

Figure 11‐16: DepthMap and AutoCAD_study area 

 

For  example,  segments  spaces  Syntax  ID  (127,  128,  and  130)  are  denoted  as  AutoCAD 

ID#11,  (Figure  11‐15).  This  process  happens  to  the  segments,  which  do  not  have  any 

intersection  point  between  them.  As  segments  that  have  intersection  points  in  between, 

cannot be merged. The table also shows the average values associated with each segment: 

connectivity integration, and angular depth. For validation purpose, real traffic information 

about  some  major  arteries  is  displayed;  traffic  counts.  The  last  column  shows  the  road 

hierarchy which was earlier explained by the speed associated.  

 

From drawings,  it  can be observed  that  the area  simulated  in Anylogic  is  focusing on  the 

eight main  roads  of  the  inner  urban  core: Westgate  Road, Mosley  Road,  Akanside  Street, 

Melbourne Road, City Road, A167, NewBridge  Street  and Neville Road.  It  is worth noting 
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that  the  case  study  boundary was  selected with  consideration  of  the  CPs.  The  boundary 

does not include two (overused) Off Street points, Civic Centre and Eldon Square, the comfy 

cluster. This is to avoid misleading interpretation of the model outcomes or biased results 

when validation takes place, later this chapter.  

11.8.2 Case study simulation main features 

This  model  follows  the  first  simulation  paragon:  Critical  Battery  Zone  Plotter  (CBZ). 

Commuters  go  through  the  road  network  in  a  nondeterministic  manner  consuming  the 

battery  and  originating  from  a  point  and  reaching  random  destinations  until  the  battery 

dies.  The  few numbers  of  CPs  located  in  the  selected  areas  have  been  removed  from  the 

modelling so as to run the model while not considering any point of On and Off street CPs 

(There are actual 12 RFs located within the case study boundary). 

 

 The model  depends  only  on  domestic  charging  and  simulate  a  daily  trip  of  EV  driver;  a 

scenario, see (Figure 11‐17). 

 

 

Figure 11‐17: Scenarios of EV agents’ state of charge 

 

It works  at  determining  the behaviour  layer  of  the EVs’  drivers when  the  critical  battery 

zone is approached and the driver starts running on almost an empty battery. Several runs 

are conducted and the number of the stopped cars and the locations of them to be plotted.  
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All  entities  (cars)  are  all  originated  from  different  points  beyond  the  checkpoint  (1)  as 

every  trip maker  lives/  coming different district/ ward. Checkpoint  (1),  is  located on  the 

border of the study area at a certain point on Westgate road. The route choice is based on 

the configurational analysis. The simulation time started on Monday until Thursday with an 

average of 10 miles a day, applying the flat consumption rate of Nissan LEAF in downtown 

driving mode, see (Table 11‐7).   

 

Table 11‐7 : Consumption rate based on Nissan LEAF 

Time  Percentage of  

consumption 

One Hour  24% 

One Minute  0.40% 

Consumption   Time 

1% can be consumed in   2.55 mins 

 

 

Flat  battery counter 

The model  counts  for  the  number  of  all  generated  cars  and  the  number  of  stopped  cars 

(Critical Battery Zone‐CBZ), see (Figure 11‐18). Non‐deterministically, the cars will move in 

the network; CBZ starts once the car state of charge is enough to commute five miles. The 

model counts for the number of all generated cars and the number of stopped cars (Critical 

Battery  Zone).  Via  an  added  counter,  the  number  of  stopped  cars  every  iteration  is 

calculated and tabulated in the generated summary report.  

 

 

Figure 11‐18: Flat battery EV users counter 

 

The model counts the number of stopped vehicles in a chart. Once the vehicle turns into red 

this means it is in a critical battery state and has to be charged as soon as possible. With the 

assigned rate, if the vehicle is not charged by that time, it will turn into grey, which means 

flat battery. The model counts how many numbers turn into grey yet not calculating where 

they stopped in the road network. 
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The ABM and DE integrated model  

The  platform  is  a  Java  code  based  program  hence  all  of  the  commands  are  executed 

whether by adding the class scripts or editing the entities and agents’ tabs and statecharts. 

Figure 11‐19 shows the elements of the simulation main environment class.  

 

Figure 11‐19: ABM and DE hybrid model illustration 

11.9  Outcomes 

Several runs have been conducted and the number of the stopped cars and the locations of 

them have been plotted, CBZs. As per  this algorithms explained  in Chapter 9, CBZs where 

plotted. An average of 8 cars reaches a flat battery state, which makes them stop and turn 

into a grey  colour. The  cut off day  (second day,  third day,  fourth day) was different each 

iteration,  the  average  of  three  iterations  was  calculated  to  see  where  the  CBZ  normally 

appears.  The  average  occurrence  of  CBZ  happened  to  be  in  the  highlighted  areas,  see 

(Figure 11‐20).  
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Figure 11‐20: Print screen of AnyLogic generated model 

 

11.10 Model Validation: The Complementing Sides of E‐mobility   

 With an ultimate goal of producing an accurate and credible model, validation takes place. 

Planning  authorities  and  policy  makers  and  whoever  concerned  with  the  assessing, 

analysing and designing of e‐mobility system would be rightly concerned with whether the 

model and  its results are correct. The higher  the correlation  is between the real  time and 

the  simulation model,  the more  accurate  and  reliable  are  the  results.  The main  aim  is  to 

replicate the method to new urban context. Hence, this model has to be validated. 

 

The validation process contained two procedures:  

 

- Procedure  I:  EV  empirical  data  check:  comparing  the  outcomes  with  the  usage 

records of the existing charging network. 

 

- Procedure II: CYC utility management check: proposing the overall methodological 

approach (the whole process) to the utility management company, CYC.  
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As  for procedure  I,  the spotted zones  (made by  the simulation model) were compared  to 

the actual urban data through four checks, see (Figure 11‐21): 

 

 

Figure 11‐21: Model validation process diagram  

11.10.1 Validation I:   location allocation (spotted zones and CPs) 

The first check was to compare the CBZs with the exact locations of the CPs. This was done 

by  mathematically  calculating  the  coordinates  of  the  CBZ’s  and  the  CPs.  Figure  11‐22 

demonstrates the way of calculation.  

 

The overlap between CBZ and CP equation follows the null set (empty set) condition. Point 

Q and Point P should not satisfy the following equation where: 

 

Equation 11‐1:The null set condition  

 

�ℎ� ������� ������� ��� ��� �� � ∩ � ≠   = ∅ 

 

Where 

P m    is any point on the circle (CBZ) 

Q  is the exact coordinates of the actual CP 

CP n   is Charging Point Number (ID) 

 

This means that if the point Q is intersected with P point, point Q (coordinates of an existing 

CP)  is selected  for  further analysis. For example, QCP1 and QCP2  in (Figure 11‐22), denote 

CP ID #20049 and 40010. These two CPs intersect with CBZ (C). Whereas, QCP3 which is CP 

ID #40025, does not satisfy (Equation 11‐1). By Euclidean distance, this validation can be 

achieved as per Equation 11‐1. 
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Where 

P m    is  any point on the circle (CBZ) 

Q  is the exact coordinates of the actual CP 

CP n   is Charging Point Number (ID) 

 

Figure 11‐22: The mathematical way of calculating the overlap 

 

Equation 11‐2: Location allocation CBZ and exact CPs  

 

�� ��������� �������� ( ���������) = � ����,���� ≤  � ��,��  

The study area boundary alongside  the  four spotted CBZs were plotted on NE1 map with 

the actual location of the CPs. There are 12 RFs fall under the boundary; the other RFs are 

there for reference. The overlapping indicates the four CBZs in relation to the surrounding 

eight  RFs.  The  spot  diameter  is  100  meters  as  it  indicates  a  zone  rather  than  an  exact 

location.  As  per  Figure  11‐23,  the  CPs  IDs:  #40010,  #40018,  #20049,  #30050,  #30055, 

#30060, #40004, #40005, #20059, and #20046 are  the ones deemed related  to  the CBZs 

hence they will be analysed for the validation purposes. 

The  second,  third  and  fourth  validation  checks  are  to  compare  the  spotted  zones  to 

charging pattern variables. The second check was to compare the CBZs with the LoA of the 

nearby 10 CPs. These CPs are distributed into seven RFs, see (Figure 11‐23). 
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Figure 11‐23: Actual CPs_NE1 

11.10.2 Validation II:   level of awareness (LoA) 

The  LOA  values  are  mapped  in  Figure  11‐24  having  two  high  values  at  Northumbria 

University sit and Grey Street CPs and listed in Table 11‐8. As the LoA has proven to be the 

main predictor of clustering the RFs (statistically modelled in Chapter 10), LoA values are 

used  for  validation.  It  the  BCZ  was  plotted  in  an  area  that  has  or  close  to  a  CP,  and  it 

happens  that  this  CP  has  a  high  LoA  value,  this  zone  is  validated  by  the  first  check.  This 

would  imply  that  the  model  spotted  the  area  were  many  EVs  tend  to  stop  for  charging 

where there is X CP with high.  

 

 

Figure 11‐24: Level of Awareness (LoA) 
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Table 11‐8: First Check‐Level of Awareness 

 
NE1‐inner  urban 

core 

On Street  Level  of 

Awareness 

Off  Street  Level  of 

Awareness 

No change: 

Improvement 

Site 3: CP # 40004 

Site 3: CP # 40005 

Site 4: CP # 30060 

Site 5: CP # 40010   

Site 5: CP # 40018   

Site 6: CP # 20046 

Site 6: CP # 20059   

11 

11 

6 

11 

11 

23 

34 

Site 7: CP # 20049 

Site 7: CP # 30050 

Site 8: CP # 

30055* 

 

5 

5 

34 

 
Table 11‐8: Exceptionally, CP 30055 PA is high as it is located in Northumbria University, City Campus East and 
many of the potential users recognised it.  

 

The validation process aims at  investigating the locations of the CBZs in the real network. 

Match  these  zones  with  the  urban  layer  incorporating  the  actual  location  of  the  CPs.  A 

validated model would be a model with  indicative CBZs. Each zone  identifies a gap  in  the 

charging network. If this zone happens to overlap an existing utilised CP, then this model is 

capable to identify hotspots for charging facilities. On the other hand,  if the zone does not 

overlap with actual CP in the network, then an activation call might be sent to the planning 

authorities and policy makers to install an extra CP in such zone.  

11.10.3 Validation III:  number of users (η)  

The  second  and  third  validation  checks  are  the  number  of  users  and  number  of 

transactions. These  two checks work  in  line as both values complement each other.  If  the 

CBZ overlaps with a CP with a high number of users or number of transactions, it would be 

considered as a validated zone.  It  is worth mentioning that any variable that  incorporates 

time is not used for validation as the simulation model is concerned with the frequency of 

use  not  the  time  spent,  or  arrival  time  or  the  total  energy  used.  Accordingly,  the  total 

number of users in 2012 was calculated to each of the 12 RFs, see (Figure 11‐25). 

 



 343 

 

Figure 11‐25: Number of users‐12 RFs_NE1 

11.10.4 Validation IV: number of transactions (τ)  

In terms of occupation, CPs #30058, #40004, #40005 and #20049 had the highest scores of  

the total number of the charging events (τ), see (Figure 11‐26). 

 
 

Figure 11‐26: Number of users‐12 RFs_NE1‐ CPs #20059, 20046, 20049, 30050, 30056, 

30057, 40018, and 40010 had high τ 
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The fourth check is to match the CPs of the spotted CBZ with the cluster profiles generated 

from the empirical analysis, chapter 7, see (Figure 11‐27).  

 

 

Figure 11‐27:E‐mobility RF’s clusters 

The validation was successful as the four checks implied that the CBZ plotted by the model 

indicate a need of RF  in these areas. Out of  the 12 RFs, five sites need actions. Table 11‐9 

shows the CPs with the four checks highlighting in yellow the CPs that need further action.  

 

Table 11‐9: Validation matrix 

CP  Number of  

users 

Transactions  LoA  Clusters 

40010, 

40018 

12  89  11   The 

Comfy 

20049, 

30050 

20  83  5  The 

settled   
30060  10  13  6  The Comfy 

40004, 

40005 

30  109  11  The 

Comfy 

20059  13  394  34  The 
Comfy 

20046  13  93  23  The 

Comfy 
30060  10  13  6  The Comfy 

30055  2  6  34  The 

settled 

 

The model outcome and validation are included in the model proposed generated report to 

stakeholder, see (Figure 11‐27). 
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11.11  Messages to Stakeholders‐Message II    

The simulation outcome is summarised in a form of a report, (Figure 11‐28), (Table 11‐10) 

and (Table 11‐11).  

 

 

Figure 11‐28: Model outcome‐activate and deactivate zones visualisation 

Table 11‐10: Actions to be taken by local authorities (CP owner) 

 
NE1‐inner 

urban core 

On Street  Off  Street 

Activate  Newgate Street  N/A 

Deactivate  Site 1: CP # 10029 

Site 2:CP # 40025* 

Site 2: CP # 40026* 

N/A 

No change: 

Improvement 

Site 3: CP# 40004 

Site 3: CP #40005 

Site 4: CP # 40010   

Site 4: CP # 40018   

Site 5: CP # 20046 

Site 6: CP # 20059 

Site 7: CP# 20049 

Site 7: CP #30050 

 

As per the spatiotemporal analysis carried out, the activate and deactivate call goes inline 

with the clustering analysis recommendations, see (Table 11‐11). 

Table 11‐11: Integrating clustering analysis 

NE1‐inner    On Street  Off  Street 

Deactivate  Site 1: CP # 10029  (The Loser) 

Site 2:CP #  40025, 10026   (The Loser)* 

 

No change: 

Improvement 

Site 3: CP # 40004, 40005  (The Comfy) 
Site 4: CP # 40010, 40018  (The Comfy) 

Site 5: CP # 20046  (The Comfy) 

Site 6: CP # 20059 (The Comfy) 

Site 7: CP# 20049  (The 
Settled)  

Site 7: CP #30050  (The 

Settled) 
 Table 11‐11 *From an optimistic standpoint, 40025 and 20026have other factors that affect their usage. These 
CPs  can  kept  as  long  there  is  no  burden  as  the  CBZ  was  plotted  relatively  near  to  them.  This  argument  is 
supported by the fact that users stop to charge around this RF; however, they do not use this RF.    
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11.12 Concluding Remarks 

This chapter overarched the various analyses that were carried out throughout the thesis. It 

addresses one of the most important research questions: 

 

RQ5: For planning purposes, how could stakeholders forecast the charging 

behaviour and locations for a better e-mobility diffusion?   

 

In part A,  a Time Series model was developed  integrating users  charging personas  (UCP) 

and occupation values of the RFs in order to forecast the charging patterns of the users, see 

(figure 11‐29). Based on the existing e‐mobility charging‐related measures, the model was 

capable of forecasting the charging patterns and the timings within which the RFs and the 

nearby road corridors will be occupied/ congested.  

 

 

Figure 11‐29: Chapter 11 Part A: the RF’s occupation and charging persona forecasting diagram 

 

Moreover, it highlighted further application of creating an individual charging datasheet of 

EV users. This  template, see (Figure 11‐10) displays  the user’s charging pattern, charging 

sessions and preferred charging locations. With more EVs in the network and by the time 

the EV is at the mainstream level, such information would be viable for urban planners and 

traffic management and monitoring authorities. The anticipated impact on the grid and the 

road  network  would  require  an  enhanced  and  live  updated  monitoring  system  that 

incorporate users’ charging sessions, routes and timings. 
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Part  B  presented  the  final  outcome  of  this  thesis  by  deploying  the  selected  simulation 

technique  integrating  spatial  configurational  modelling  to  simulate  18  EV  users  of 

Newcastle‐Gateshead  area,  see  (Figure 11‐30). Real  information  about  users was used  to 

validate the model for future replications. 

 

Figure 11‐30: Chapter 11 Part B: simulation model with the empirical data of EV users 

 

 

The next chapter presents the conclusion and future research. 
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CHAPTER 12.  CONCLUSION AND FUTURE RESEARCH 

 

" It's not going to be zero emissions in certain conditions. It's going to be zero 

emissions." 

 

 

 

 

By Carlos Ghosn, Chief Executive of Renault-Nissan (2015) 

 

 

 

 

This  thesis  presents  an  interdisciplinary  research  study.  Each  chapter  contributes  to 

knowledge  as  a  standalone  piece  of work.  This  research  provided  a  thorough  analysis  to 

understand and assess  the e‐mobility system of  the Newcastle‐Gateshead area addressing 

five key elements:  

 

i) Meeting EV users;  

ii) Accessing the service provider datasets and analysing it; 

iii) Identification of the most influential factors affecting the use of RFs 

iv) Identifying  the  mean  of  RF  occupation  quantification  and  forecasting  the 

charging patterns; 

v) Forecasting the candidate locations via simulation modelling. 

 

This thesis provided an assessment and planning guide aiming at understanding the spatial 

and  behavioural  aspects  of  EV  systems.  The  thesis  objectives were met  and  addressed  in 

relevant chapters. Within the remit of this thesis, various studies were conducted employing 

a  multi‐method  approach.  The  chapters  order  reflected  the  development  and  transition 

between the three main sections of the thesis, see (Figure 12‐1). 

 
 

 

 

 

 

 

Figure 12‐1: Thesis main sections 

Understand   

E‐mobil ity   

Section I 

Model  

E‐mobil ity   

Section II Design  

E‐mobil ity   

Section III 

Thesis three main sections 
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12.1 Understand, Model,  and Design E‐Mobility 

Each chapter provided a method, approach or explores a new area of application; yet, there 

were dependencies between  the  chapters,  see  (Figure 12‐2).  Starting with Chapter 5,  the 

meta analysis provided insights into the major issues that concern consumers and EV users. 

With a chronological order, the analysis highlighted 43 previous survey‐based studies and 

16  EV  trials.  Such  analysis  drove  the  design  of  the  research  EV  user  study,  which  was 

presented in Chapter 6.  

 

 

Figure 12‐2: The flow of data and transitions between chapters 

A  further  transition was made between Chapter 7 and Chapter 10. The  identification and 

quantifications of spatial and behavioural variables in Chapter 7, was the first step prior to 

the  spatiotemporal  analysis.  The  last  transition  was  between  the  selection  of  simulation 

platform and the development of agent architecture in Chapters 8 and 9.  

12.2 A Unified Approach to E‐mobility 

The  remit  of  this  research  is  to  offer  valuable  information  for  stakeholders,  in  particular 

infrastructure  deployment  decisions’  makers.  This  thesis  investigated  a  set  of  different 

characteristics  of  the  hardscape  side  of  the  e‐mobility  system  and  its  relation  to  the 

behavioural  layer  and  social  aspects  of  the  system  and  it  was  achieved  by  analysing  a 

current active e‐mobility system. Some studies were conducted  investigating the charging 

patterns  of  the  users  (Chapters  2  and  5),  but  to  the  best  of  the  author’s  knowledge,  the 

studies were based on hypothetical  data  or  trial  data.  Conventional mobility  system data 

was used as  an  input  to different mathematical  and  forecasting models  to predict  the EV 
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users  charging  patterns  and  preferences  following  the  petrol  station  location  allocation 

problem.  

 

The  discussion  throughout  this  thesis  can  be  seen  as  forming  an  integrated  approach  to 

understand,  analyse,  and  design  of  e‐mobility  system  and  can  be  displayed  with  a 

breakdown of these approaches as follows, see (Figure 12‐3). 

 

 

Figure 12‐3: The big picture‐the research multi methods 

 

The thesis addressed the five research questions as follows: 

12.2.1 RQ1: What are the influential spatial and behavioural 

attributes affecting the design and the use of e‐mobility RFs? 

With  a  closer  look  into  the  e‐mobility  system  literature,  there  were  some  overlooked 

variables that needed further investigation. The urban context of the e‐mobility system was 

analysed  and  some  spatial  attributes  and  qualities  were  identified  and  quantified  as  per 

Chapter 7. Via different means of quantifications,  intangible parameters were successfully 

measured.  From  the  end‐user’s  perspective,  the  charging  patterns  and  the  non‐linear 

profiles  the  EV  drivers  have,  were  investigated  in  Chapter  10.  The  Average  Time  Spent 
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Charging (A) and Most Frequent Time (M) are the main measures of the behavioral  layer. 

As  an  outcome  of  the  regression  analysis,  there were mainly  four  attributes  that  can  be 

identified as the most influential factors to e‐mobility system usability.  

- Number of users (η) 

- Integration (I) 

- Most Frequent Time (M) 

- On and Off Street CP 

 

In addition, the integration values were used to predict the vehicular movement of the EV 

agents in the simulation environment. In return, this depicted the charging patterns of the 

users. It is an integrated process of analyses and investigations that work together to assess 

the  performance  of RFs.  Studying  these  values  and understanding  the magnitude  of  each 

helps in the RF’s design process. Figure12‐4 shows the integration of the four factors that 

affect the analysis process of existing system and the design process of the RFs. 

 

 

Figure 12‐4: Influential factors 

12.2.2 RQ2: How useful are the user studies in the context of EV use? 

The  range‐anxiety‐syndrome  presents  hurdles  for many  potential  users  to  electrify  their 

vehicle  use.  Even  for  current  users,  so  far,  the  EV  is  still  replacing  the  secondary  car  in 

multi‐car owning households mainly due to range limitation. Studying EV social practice is 

fundamental, as consumers cannot anticipate e.g., barriers and easiness. Understanding the 

e‐mobility system is challenging as without experience, or relying on conventional cars to 

anticipate  behaviour  or  pattern,  will  not  provide  the  needed  insights  for  planning  and 
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designing  new  infrastructure.  In  Chapter  5,  the  meta  analysis  explored  the  previous  EV 

studies and provided further explanation of the e‐mobility system. This was followed by the 

research EV user  study which provided more  insights  and  identified  the EV user  possible 

profiles. EV trials provide an insight of the system characteristics and may be some energy‐

related assumptions and connection  to grid analyses. However, meeting  the EV users and 

conducting an EV user study explains and justifies the social practice of the EV use. 

12.2.3 RQ3: What are the main paradigms of e‐mobility compared to 

conventional transport? 

Throughout  the  thesis,  the  e‐mobility  system  has  been  introduced  and  discussed  from 

different angles. In Chapter 1 the alternative means of transport and the immediate actions 

needed to be  taken to promote clean transport were  introduced. To simulate  this system, 

the  main  paradigms  of  the  e‐mobility  simulation  model  were  discussed.  Chapter  8 

discussed  the  system  parameters  and  the  level  of  abstraction  required  to  depict  the 

charging  pattern  and  EV  population  behavioral  characteristics.  Denoting  the  EV  system 

means identifying the key elements of the system, secluding the unnecessary subtle details. 

As  per  the  research  objectives,  one  of  the  thesis  outcomes  is  articulating  the  main 

paradigms of simulating the e‐mobility system.  

12.2.4 RQ4: Is it  possible to depict the social practice and the 

system’s mechanisms in a simulation model?   And if  yes,  what is the 

recommended modelling technique?     

Simulation  improves  the understanding of a system's behaviour  to evaluate strategies  for 

its  operation  (Kellner  &  Raffo,  1997).  An  integration  of  ABM  approach  and  vehicular 

movement  prediction  technique  ASA,  was  selected  to  simulate  the  e‐mobility  system. 

Various  simulation  models  are  developed  to  investigate  the  loads  on  the  gird,  battery 

performance or other environmental related research questions. The ABM with the ability 

to  depict  individual  pattern  and  the  emergent  behaviour,  the  e‐mobility  system  was 

simulated.  Using  Anylogic,  an  interactive  tool  was  developed  and  it  supports  regular 

updates and changes. 

 

For the first time, the state of the art agent architecture integrated configuration attributes 

in a DE simulation environment is simulated. The development of this model facilitated the 

depiction  of  the  behavioural  layer  ABM  while  encountering  the  occurring  events  of  the 

urban layer DE in the simulation environment. The notion of this model paves the way for a 

better planning of a fully integrated charging network in metropolitan areas. Based on the 

simulation  objectives,  urban  context,  EV  system  (existing  or  new),  the  simulation model 
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will  be  adjusted  and  celebrated  for  replication.  The  approach  emphasises  the  power  of 

simulation  in  identifying  the  gaps of  the EVs  charging  infrastructure. The outcome of  the 

study can be read in two ways depends on the purpose and the current stage of planning:  

 

i) Installation needed:  These critical zones are potential locations CPs to support 

the  users  (current  or  future  depends  on  the  size  EV  population  was  in  the 

iteration).  

ii) Revisiting planning: The CPs fall under these areas are to be activated otherwise 

other points to be deactivated/ or moved to other critical zones as they will not 

be used and this will save operational and maintenance running cost.  

 

12.2.5 RQ5: For planning purposes,  how could stakeholders forecast 

the charging behaviour and locations for a better e‐mobility diffusion?  

Clustering  analysis  alongside  the  regression  analysis  emphasised  the  effect  of  the  spatial 

analysis on the charging patterns and hence the usability of the charging network. Being an 

On  or  Off  Street  CP  is  statistically  interpreted  into  a  value,  this  value  is  one  of  the main 

predictors  of  charging  network  usage  records.    Highly  used  On  Street  CPs  have  high 

integration  values  as  they  are mainly  located  in  the main  corridors  of  the  city. Moderate 

Number of Users  (η) would be using  them; however,  for  long  charging  sessions. Analysis 

showed that the (M) people use these CPs is in the morning.  

 

Whereas highly used Off Street CPs, are recognised by  the users due  to  their accessibility 

and premium  locations  (central parking  lot‐close  to amenities),  the  Integration (I) values 

are relatively low compared to profitable On Street CPs. Many users tend to use it; however, 

for a short repetitive transactions. Analysis showed that the most frequent time people use 

these CPs is in the afternoon.  

12.2.6 About designing RFs 

There is no confined and rigid definition of the exact locations and sizes of the RFs; there is 

business need‐oriented, behavioural, or technical models. However, there is a link between 

the EV  infrastructure planners, users and  its business need which provides an  integrated 

and  reliable  e‐mobility  system.  This  link  is  the  design  of  an  integrated  network.  The 

development  of  an  integrated  design  via  spatial  clustering  approach  and  end‐users’ 

perspective,  flourishes  the  way  for  a  mainstream  market  where  the  level  of  use  is 

increasing as the level of satisfaction is improving.  
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12.3 Contribution to Knowledge 

The  construct of  the methodological  approach  is  the  research  contribution  to knowledge. 

Being cross‐disciplinary and using different methodologies, this thesis reports on forming a 

strategy that integrates design features, behavioural and functional characteristics of the e‐

mobility system in metropolitan areas. This strategy is to understand the e‐mobility system 

and  its  dynamics  rather  than  providing  a  formula  for  replication.  The  various 

interpretations of the empirical work and the application of multi method techniques to a 

new area, e‐mobility system, have formed the originality of this piece of work. The way this 

research  was  carried  out  is  articulated  as  guidelines  to  assist  planning  authorities  and 

policy  makers  with  the  basis  of  analysing  existing  EV  systems  and  the  design  of  new 

recharging facilities. This has resulted into other contributions:  

 

- Creating an agent architecture that corresponds to the EV drivers’ charging pattern 

in a discrete event  environment while  integrating  the model with  space  syntax  to 

simulate e‐mobility system and forecast the charging demand; 

- Integrating  space  syntax  analysis,  spatial  qualities  and  behavioural  attributes  to 

cluster the RFs. 

- Forming EV users’ profiles that indicate different charging patterns and personas. 

To conclude, RFs should be designed to be economically reliable, efficient and meeting the 

demand. The study aims at assisting planning authority and policy makers by highlighting 

the main paradigms of the EV system in metropolitan areas. See Appendix A for a detailed 

documentation of assessment and planning guidelines. 

12.4 Future Research  

This  thesis  demonstrated  the  appropriate  approach  that  can  be  applied  to  understand, 

analyse  and  design  e‐mobility  system.  The  use  of  a  multi  method  approach  gave  an 

overview of various analyses and studies (based on  the availability of data)  that can help 

with: 

- Understanding the nature of e‐mobility system; 

- Analysing an existing system;  

- Designing a new system.  

Planners and policy makers can evaluate, assess, and revise their system to provide better 

charging  and  management  services  and  efficient  infrastructure  that  meet  the  evolving 
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design  needs  of  the  current  users  and  support  future  demand.  Future  research  is 

recommended to cover the following areas: 

12.4.1 Workplace practice 

While home charging is the most common option, workplace‐charging and its provision by 

employers has become an  important option and  for many  it  is  essential  to  cope with EV‐

range  limitations. Home and work are  the  two  locations vehicles  long periods  idle and so 

are prime candidates as charging locations. However, workplace‐charging is often a limited 

resource and employers and employees have concerns about it which need to be addressed: 

i) Communication between EV driver using shared workplace facilities; 

 

ii) The data structure and granularity is a major issue that affects the analysis process 

and to enable data analytics of current systems and predict future demand, a more 

reliable support platform is needed. 

 

With such advanced technology and different perspectives and preferences, a user‐centric 

design approach is needed. A participatory workshop for both, user and provider may be 

proposed to allow engagement and community action. Employers may wish to establish 

creative policies to govern the workplace charging etiquette.  

12.4.2 EV InfraStrategy  

One of the next steps is to draft a planning manual that brings together all the work that has 

been  carried  out  in  this  thesis.  This  manual,  EV  InfraStrategy,  should  be  developed 

electronically  as  an  interactive  assessment  support  tool  to  provide  the  basic  essential  e‐

mobility assessment strategies, see (Figure 12‐5).  A proposed diagram of EV InfraStrategy 

is  illustrated  in  the  following  infographic.  The  information  flow,  data  transfer  processes, 

and dependencies are visualised. 
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Figure 12‐5: EV InfraStrategy snapshot 
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12.4.3 Simulation model 

In  a  fully  integrated  model,  future  research  should  address  new  areas  for  improvement 

purposes. The road network is a complex system to the EV agents to observe; decisions are 

driven  by  the  network  attributes  and  charging  events.  Likewise  conventional  traffic 

simulation, the computation of intersections and points of decisions is difficult.  

Smart agents 

The EV agents need  to act and  interact more with other EV agents,  the charging network 

and other entities in a shared environment. The EV agents need to be more like deliberative 

agents.  Agents  architecture,  in  terms  of  agent  behaviour,  can  be  whether  reactive  or 

delebrative  (Bandini,  Manzoni,  &  Vizzari,  2009).  Reactive  agents  are  very  basic  and 

elementary  like  the  created  EV  agents  in  this  thesis.  In  a  more  developed  model,  these 

agents  need  to  be  deliberative.  So  they  are  capable  to  select  a  series  of  actions  (go  to 

defined destination, but choosing the way to go) for every possible sequence of perceptions 

(reaching  an  intersection  or  in  case  of  multiple  destinations).  Hence,  the  EV  agents  can 

obtain  the  mechanism  that  effectively  selects  the  actions  to  be  carried  out.  In  a  highly 

developed  model,  (model  is  to  include  different  types  of  charging:  plug  in,  battery 

swapping,  fast  charging)  and  maybe  cause  modifications  in  their  environment  (Rao  & 

Georgeff, 1991) (a modification can be in their route taken. So based on the time available 

for charging, the agent redirects themselves to the type of charging they are after). 

Smart movable charger 

ElBanhawy & Nassar (2013) outlined the a movable charging unit (MCU) study framework 

and discussed the study objectives. The MCU was designed to deliver charging services at 

doors  whether  by  swapping  or  quick  charging  option.  Following  the  computational 

complexity  of  the  ABM  discussed  in  Chapter  9,  this  solution  employs  genetic  algorithm 

(GA).  The  charging  utility  will  pass  by  the  battery,  and  the  battery  is  replenished,  see 

(Figure 12‐6). 

 

 

Figure 12‐6: Movable charging unit plan 
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The model is a product of the integration of Genetic Algorithms (GAs) with the information 

about EV users for a given area developing an optimal route for a charging unit. Based on 

the demand, the model can design having more than MCU to cover all the areas on a timely 

manner.  

Next steps:  Scale,  scope and urban context related improvements   

The planning of the EV recharging infrastructure network is a  learning process. There are 

areas that require further improvement for broader applications and replication. The visual 

survey that was used to test the level of awareness and the spatial recognition of the system 

covered only the inner urban core of the city. This was due to the prioritization to start with 

the  city  centre  aiming  at  having  smart  hotspots  in  cities’  cores  as  explained  above.  For  a 

better  analysis,  this  questionnaire  should  cover  the  entire  city.  A  subcategory  has  to  be 

added to the analysis s of the charging points as whether the Off Street point is a workplace 

or a public used one. 

 

Domestic  chargers,  which  are  being  installed  by  energy  companies,  have  to  be  also 

identified as a charging hotspot and to be added as an attribute to the RFs design features. 

This includes if it is possible to be shared with neighbour having extra parkway.   

Next steps:  decoupling matters improvements 

There are few decoupling remarks for further research. 

- The empirical analysis carried out in this thesis accounted for the inhabitants who 

are using the charging network for at least 3 consecutive months. Further analysis 

is  needed  to  investigate  the  difference  between  inhabitants  and  visitors  charging 

patterns. The inhabitants records should be decoupled from visitors usage records; 

- On Street charging patterns to be decoupled from Off Street usage records;  

- Workplace charging should be decoupled from Off Street charging points due to the 

different factors causing the use of both.  

- Domestic charging should be identified and all relevant charging profiles should be 

analysed separately.  

- Car ownership; decoupling owned cars from on lease cars 
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12.4.4 Towards smart cities 

Creating  competitive  and  economically  resilient  cities  is  the way  for  green  ecosystems. A 

smart city is a place where the data and technology change the way government operates, 

enable  preventive  action,  incorporate  citizens  and  increase  efficiency  (Goldsmith  & 

Crawdford,  2014).  A  green  ecosystem  where  sustainable  urban  and  infrastructure  and 

buildings  complement  each  other.  A  integrated  system  that  counteracts  problems  with 

aging  urban  infrastructure,  improves  the  power  supply  through  smart  grid  technology, 

detects, calculates and communicates optimal transportation routes under congested traffic 

conditions  and  deploys  ubiquitous  sensing  devices  to  facilitate  everyday  activities  in  the 

crowded urban environment (Kortuem, 2014). The idea of smart cities is a strategic device 

to encompass the growing importance of ICT (Dell et al., 2014). Smart charging is one of the 

rising  technologies  (Delft  University,  2014);  (Sebastion  et  al.,  2014);  (Ferreira &  Afonso, 

2011).  Additional  communication  between  the  grid,  CP  and  the  EV  is  required.  This 

technology will  affect  the  charging patterns of  the users  and  confine  it  in  a more  regular 

consistent pattern.  

 

In  utility  network  field,  the  planning  process  should  avoid  designing  segmented 

architecture with separate network  for separate business. A well‐integrated network  that 

supports the inner urban core of cities with the ability to expand to service nearby towns 

and  centres  is  desirable.  Referring  to  e‐mobility  charging  network,  such  investment  is 

needed to support the main corridors and arteries that link cities. 

 

Creating  a  smart  transport  and  infrastructure  network  is  a  phased  process.  Planning 

authorities  design  the  urban  environment  and  ensure  sufficient  infrastructure  and  other 

basic  community  services.  Major  cities  are  the  genesis  of  smart  communities  and 

economies. Cities work as hubs for technologies, smart solutions, and smart communities. 

This  includes all  sectors and amenities. Taking Newcastle as an example,  the  inner urban 

core is the first step towards a sustainable community with regard to neighboring cities and 

towns.  

 

The Newcastle‐Gateshead area e‐mobility system needs strategic planning, which must be 

considered  is model development, market  feasibility studies, and economic design of RFs. 

The distribution of these facilities should be studied well to avoid any waste of investment 

cost resulting from an under‐used CP or unrecognizable facility. Newcastle smart city shall 

work as a hotspot and hub for satellite towns, distance illustrated in Figure 12‐3. 
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Figure 12‐7: The smart hub 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 361 

REFERENCES 

Abedi, S., Arvani, A., & Jamalzadeh, R. (2014). Cyber Security of Plug-In Electric Vehicles in 
Smart Grids: Application of Intrusion Detection Methods. In S. Rajakaruna, F. Shahnia, & 
A. Gosh (Eds.), Plug In Electric Vehickles in Smart Grids. Integration Techniques. 
Springer. Retrieved from 
https://books.google.co.uk/books?id=VYWhBQAAQBAJ&printsec=frontcover&vq=elbanh
awy&source=gbs_ge_summary_r&cad=0#v=onepage&q=smart gridelbanhawy&f=false 

Abhijit, P. (2009). An integrated approach to modeling vehicular movement networks: Trip 

assignment and space syntax. Texas Tech University. Retrieved from 
https://repositories.tdl.org/ttu-
ir/bitstream/handle/2346/22559/Paul_Abhijit_Diss.pdf?sequence=1&isAllowed=y 

Abhijit, P. (2011). Axial analysis: a syntactic approach to movement network modelling. Institute 

of Town Planners, India Journal, 1(8), 29–40. 

Abishai, P., & Shefer, D. (1984). Evaluation of a Public Transportation Level of Service 
Concept. Advanced Transportation, 18(2), 135–144. Retrieved from 
http://onlinelibrary.wiley.com/doi/10.1002/atr.5670180204/abstract 

Accenture. (2011a). A global Survey of Consumer Attitudes, Opinions and Perception of Electric 
Vehicles. Retrieved from 
http://www.accenture.com/SiteCollectionDocuments/PDF/Resources/Accenture_Plug-
in_Electric_Vehicle_Consumer_Perceptions.pdf 

Accenture. (2011b). Pursuing Electric: Growth Strategies for Automotive OEMs (p. 11). North 
America. doi:11-1294/02-2804 

Acha, S., Vandam, K., Keirstead, J., & Shah, N. (2011). Integrated Modelling Of Agent-Based 
Electric Vehicles into Optimal Power Flow Studies . 21st International Conference on 

Electricity Distribution Frankfurt, 6-9 June 2011. 

AECOM. (2011). Study on Public Transport Smartcards – Final Report. European Commission 

DG MOVE. 

Ahman, M. (2006). Government policy and the development of electric vehicles in Japan. Energy 

Policy, 34(4), 433–443. 

Ali, W., & Moulin, B. (2007). MultiAgent GeoSimulation of human behaviors in micro-scale 
geographic environments: The case of the shopping behavior in a mall. In 9th International 

Conference on GeoComputation, 2007 (p. 6). Maynooth, Ireland: National University of 
Ireland in Maynooth. 

Altenburg, T., S., B., & Fischer, D. (2012). Sustainability-oriented innovation in the automobile 
industry: advancing electromobility in China, France, Germany and India,. Innovation and 

Development, Special Issue: Sustainability-Oriented Innovation Systems in China and 

India, 2(1), 67–85. 

Anable, J., Skippton, S., Schuitema, G., & Kinnear, N. (2011). Who will adopt Electric Vehicles? 
A segmentation Approach of UK Consumers. Energy Efficiency First: The Foundation of a 

Low Carbon Society (ECEEE). 

Anas, A., Arnott, R., & Small, K. (1998). Urban Spatial Structure. Economic Litrature, XXXVI, 
1226–1464. Retrieved from 



 362 

http://www.jstor.org/discover/10.2307/2564805?sid=21105677072903&uid=3738032&uid
=2&uid=2129&uid=70&uid=4 

Anderson, D. (2014). Public Attitudes to Electric Vehicles (pp. 2–7). UK. Retrieved from 
https://www.gov.uk/government/uploads/system/uploads/attachment_data/file/321157/elect
ric-vehicles-2014.pdf 

Anderson, J., & Anderson, C. D. (2005). Electric and Hybrid Cars: A History. London, UK: 
McFarland & Co., London, UK. 

AVTA. (2014). What Kind of Charging Infrastructure Did Nissan LEAF Drivers in the EV 

project Use and When did they use it?. Retrieved from http://avt.inl.gov/ 

Axelrod, R. (2005). Advancing the Art of Simulation in the Social Science. Handbook of 

Research on Nature Inspired Computing for Economy and Management. Retrieved from 
http://www-personal.umich.edu/~axe/research/AdvancingArtofSim.pdf 

Axsen, J., & Kurani, K. (2012). Who can recharge a plug-in electric vehicle at home? 
Transportation Research Part D: Transport and Environment, 17(5), 349–353. 
doi:10.1016/j.trd.2012.03.001 

Axsen, J., & Kurani, K. (2013). Hybrid, Plug-in Hybrid, or Electric- What do car buyers want? 
Energy Policy, 61, 532–542. 

Axsen, J., Orlebar, C., & Skippon, S. (2013a). Social in fluence and consumer preference 
formation for pro-environmental technology : The case of a U . K . workplace electric-
vehicle study. Ecological Economics, 95, 96–107. doi:10.1016/j.ecolecon.2013.08.009 

Axsen, J., Orlebar, C., & Skippon, S. (2013b). Social influence and consumer preference 
formation for pro-environmental technology: The case of a U.K. workplace electric-vehicle 
study. Ecological Economics, 95, 96–107. doi:10.1016/j.ecolecon.2013.08.009 

Balestrini-Robinson, S., Zentner, J., & Ender, T. (2009). On Modeling and Simulation Methods 
for Capturing Emergent Behaviors for Systems of Systems. In 12th Annual Systems 

Engineering Conference National Defense Industrial Association. Retrieved from 
http://www.acq.osd.mil/se/webinars/2010-03-09-SoSECIE-MS-Emergent-Behaviors-
Zentner-etal-brief.pdf 

Bamberg, S., & Schmidt, P. (2003). Incentives, Morality, Or Habit? Predicting Students’ Car Use 
for University Routes With the Models of Ajzen, Schwartz, and Triandis. Environment & 

Behaviour, 35(2), 264–285. 

Bandini, S., Manzoni, S., & Vizzari, G. (2009). Agent Based Modeling and Simulation: An 
Informatics Perspective. Artificial Societies and Social Simulation, 12(4). Retrieved from 
http://jasss.soc.surrey.ac.uk/12/4/4.html 

Bandura, A. (1991). Social Cognitve Theory of Self-Regulation. Organisational Behaviour and 

Human Decision Processes, (50), 248–287. 

Banjac, T., Trenc, F., & Katrašnik, T. (2009). Energy conversion efficiency of hybrid electric 
heavy-duty vehicles operating according to diverse drive cycles. Energy Conversion and 

Management, 50(12), 2865–2878. doi:10.1016/j.enconman.2009.06.034 

Banos, A., Godara, A., & Lassarre, S. (2005). Simulating Pedestrians and Cars Behaviours in a 
Virtual City: an Agent-Based Approach. In The European Conference on Complex Systems 
(pp. 2–5). France. 



 363 

Baptista, P., Rolim, C., & Silva, C. (2012). Plug-In Vehicle Acceptance and Probable Utilization 
Behaviour, 2012(January), 67–74. 

Barkenbus, J. (2009). Our electric automotive future: CO2 savings through a disruptive 
technology. Policy and Society, 27(4), 399–410. doi:10.1016/j.polsoc.2009.01.005 

Barros, A., De Silva, P., & Holanda, F. (2007). Exploratory study of space syntax as a traffic 
assignment tool. In 6th International Space Syntax Symposium (pp. 1–14). Istanbul: Space 
Syntax Symposium. 

Batty, M. (1976). Entropy in spatial aggregation. Geographical Analysis, 8(1), 1–21. 

Batty, M. (2001). Exploring Isovist Fields: Space and Shape in Architectural and Urban 
Morphology. Environment and Planning B: Planning and Design, 28(1), 12–150. 

Batty, M. (2005). Cities and Complexity. The MIT Press, Cambridge, Massachusetts. 

Batty, M. (2013). The New Sceince of Cities. London, UK: The MIT Press. 

Batty, M., Dodge, M., Jiang, B., & Smith, A. (2000). New Technologies for Urban Designers. 
CASA, UCL, 21(1467-1298), 59. 

Batty, M., See, L. M., Heppenstall, A. J., & Crooks, A. T. (2012). Agent-based Models of 

Geographical Systems. (A. Heppenstall, A. Crooks, L. See, & M. Batty, Eds.). Springer. 

Baumeister, R. F., & Vohs, K. D. (2007). Self-Regulation, Ego Depletion, and Motivation. Social 

and Personality Psychology Compass, 1(10), 1–14. 

Baumesiter, F. R., Heatherton, T. F., & Tice, D. M. (1994). Losing Control: How and Why 

People Fail at Self-Regulation. San Diego, CA:Academic Press. CA: Academic Press. 

Bazzan, A. (2005). A distributed approach for coordination of traffic signal agents. Autonomous 

Agents and Multi-Agent Systems, 10(2), 131–164. 

BBC. (2010). Newcastle named UK’s top green city. Retrieved from 
http://www.bbc.co.uk/news/uk-england-11563325 

BEES. (2013). Overcoming Barriers to Electric Vehicle Deployment. USA. Retrieved from 
https://books.google.co.uk/books?id=whWfAwAAQBAJ&pg=PT40&lpg=PT40&dq=vast+
majority+rely+on+home+charging&source=bl&ots=llA6sORMTg&sig=XWRkoUhaH_RH
C_SX10m4hEeSf0Y&hl=en&sa=X&ei=OObDVNi8FMOqUfG7hPgH&ved=0CD8Q6AE
wBw#v=onepage&q=vast majority rely on home charging&f=false 

Beeton, D. (2011). EV ecosystems. Update on Annex XVIII: EV Ecosystems Istanbul, Turkey, 

May 2011. UK. 

Beeton, D. (2012). Electric Vehicle Cities of the Future: A Policy Framework for Electric 
Vehicle Ecosystems . In EVS26 International Battery, Hybrid and Fuel Cell Electric 

Vehicle Symposium . Los Angeles, California. 

Beeton, D. (2014). EV City Casebook_50 Big Ideas Shaping the Future of Electric Mobility. (D. 
Beeton, Ed.) (1st ed., Vol. 2, p. 74). Newcastle Upon Tyne, UK: Urban Foresight Ltd. 
Retrieved from 
http://cleanenergyministerial.org/Portals/2/pdfs/EVI_2014_EVCityCasebook_150dpi.pdf 



 364 

Bell, M. C. (2006). Environmental factors in intelligent transport systems. Intelligent Transport 

Systems, 153(2), 113–128. 

Bell, M., & Galatioto, F. (2009). Novel wireless pervasive sensors network to improve the 
understanding of noise across urban areas. In EURONOISE: 8th European Conference on 

Noise Control. Edinburgh. 

Beltramello, A. (2012). Market Development for Green Cars. doi:10.1787/22260935 

Berman, B. (2013). Survey: To Be Satisfied, Electric Car Drivers Want 150 Miles of Range. 
Retrieved from http://www.plugincars.com/survey-be-satisfied-electric-car-drivers-want-
150-miles-range-127255.html 

Billmaier, J. (2010). JOLT! The Impending Dominance of the Electric Car and Why America 

must take Charge. Advantage Media Group. 

Björklund, G. M., & Åberg, L. (2005). Driver behaviour in intersections: Formal and informal 
traffic rules. Transportation Research Part F: Traffic Psychology and Behaviour, 8(3), 
239–253. doi:10.1016/j.trf.2005.04.006 

Blythe, P. (2013). Switch EV Final Report. Retrieved from 
http://www.futuretransportsystems.co.uk/_diskcache/296-final-report-for-seminar.pdf 

Bonabeau, E. (2002). Agent-based Modeling: Methods and Techniques for Simulating Human 
Systems. Proceedings of the National Academy of Sciences of the United States of America, 
99 Suppl 3, 7. doi:10.1073/pnas.082080899 

Bongardt, D., & Schmid, D. (2011). Towards Technology Transfer in the Transport Sector. In T. 

GTZ. (T. R. L. GTZ Veolia Transport and UITP, Ed.)Sustainable Urban Transport Project 

(SUTP) (Vol. Veolia Tra). Germany: Transport Policy Advisory Services-GTZ on behalf of 
Federal Ministry for Economic Coorperation and Development. Retrieved from 
www.sutp.org 

Borshchev, A. (2013). The Big Book of Anylogic. USA: Experimental Object Technologies. 
Retrieved from http://www.anylogic.com/the-big-book-of-anylogic 

Borshchev, A., & Filippov, A. (2004). From System Dynamics to Agent Based Modeling. 
Simulation, 66(22), 25–29. Retrieved from 
http://www.econ.iastate.edu/tesfatsi/systemdyndiscreteeventabmcompared.borshchevfilippo
v04.pdf 

Bosschi, V. D. (2003). The electric vehicle: Raising the Standards. University of Vrije Brussel. 

Boyce, L. (2012). How much does it cost to charge an electric car, how many times a week 
would I need to do it and is it worth buying one? Retrieved from 
http://www.thisismoney.co.uk/money/experts/article-2243534/How-does-cost-charge-
electric-car-home.html 

Bradley, F., Andrew, A., & Thomas, H. (2009). Design, demonstrations and sustainability impact 
assessments for plug-in hybrid electric vehicles. Renewable and Sustainable Energy 

Reviews, 13(1), 115–128. doi:10.1016/j.rser.2007.05.003 

Brain, M. (2012). How Electric Cars Work. Retrieved from 
http://auto.howstuffworks.com/electric-car5.htm 



 365 

Bransley, M., & Barr, S. (1997). A Graph-based Structural Pattern Recognision System to Infer 
Land Use from Fine Spatial Resolution Land Cover Data. Computers, Envrinoment and 

Urban Systems, 21, 209–225. 

Bravo, M., Briceño, L., Cominetti, R., Cortés, C., & Martínez, F. (2010). An Integrated 
Behavioral Model of the Land-Use and Transport Systems with Network Congestion and 
Location Externalities. Transportation Research Part B: Methodological, 44(4), 584–596. 

Breithaupt, M. (2010). Towards Liveable Cities- International Experiences. In The Future of 

Mobility Options for Sustainable Transport in a Low Carbon Society. Expo. Shanghai, 
China. Retrieved from http://www.care-north.eu/sites/default/files/Day 1_04_Manfred 
Breithaupt_Towards Livable Cities.pdf 

Brenna, M., Dolara, A., Foiadelli, F., & Leva, S. (2014). Urban Scale Photovoltaic Charging 
Stations for Electric Vehicles. IEEE TRANSACTIONS ON SUSTAINABLE ENERGY, 5(4), 
1949–3029. Retrieved from http://www.ieee.org/publications 
standards/publications/rights/index.html for more information. 

Brown, S., Pyke, D., & Steenhof, P. (2010). Electric vehicles: The role and importance of 
standards in an emerging market. Energy Policy, 38(7), 3797–3806. 
doi:10.1016/j.enpol.2010.02.059 

Browne, M., Allen, J., & Leonardi, J. (2011). Evaluating the use of an urban consolidation centre 
and electric vehicles in central London. IATSS Research, 35(1), 1–6. 
doi:10.1016/j.iatssr.2011.06.002 

Bunch, D. S., Bradley, M., Golob, T. F., Kitamura, R., & Occhiuzzo, G. P. (1993). Demand for 
clean-fuel vehicles in California: a discrete-choice stated preference pilot project. 
Transportation Research Part A: Policy and Practice, 27A(3), 237–253. 

Bunzeck, I., Feenstra, C. F. J., & Paukovic, M. (2011). Preferences of potential users of electric 

cars related to charging - A survey in eight EU countries. Retrieved from http://www.d-
incert.nl/wp-content/uploads/2011/05/rapportage_ECN.pdf 

Burge, P., Munro, C., Read, P., & Heywood, C. (2007). Investigating the likely behavioural 
responses to alternative congestion charge schemes in London. In European Transport 

Conference Proceedings. Noordwijkerhout, Netherlands. 

Burgess, M., & Harris, M. (2011). Behavioural Studies and Electric Vehicles. UK. Retrieved 
from http://oisd.brookes.ac.uk/news/resources/MarkBurgess20062011.pdf 

Burgess, M., Harris, M., Walsh, C., Carroll, S. B Mansbridge, S. and King, N. (2013). 
Longitudinal assessment of the viability of electric vehicles for daily use. Paper presented 
at. In the 4th Hybrid and Electric Vehicles Conference 2013. London, England. 

Burghout, W. (2004). Hybrid microscopic-mesoscopic traffic simulation. Department of 

Infrastructure, Division of Transportation & Logistics, Centre for Traffic Simulation. Royal 
Institute of Technology, Stockholm, Sweden. 

Burke, K. (2014). New survey shows emerging habits of EV, hybrid drivers. Retrieved from 
http://www.autonews.com/article/20140808/OEM05/140809804/new-survey-shows-
emerging-habits-of-ev-hybrid-drivers 

Caccam, M. ., & Refran, J. (2012). Clustering Analysis. Retrieved from 
http://www.slideshare.net/jewelmrefran/cluster-analysis-15529464 



 366 

Callon, M. (1980). The State and Technical Innovation: A Case Study of the Electrical Vehicle in 
France. Research Policy, 9, 358–376. Retrieved from http://ac.els-
cdn.com/0048733380900323/1-s2.0-0048733380900323-main.pdf?_tid=0c288566-ce6c-
11e4-9019-00000aacb35d&acdnat=1426792598_dd535c08cefea87204b3eae823d576cd 

Callon, M. (1986). The Sociology of an Actor-Network: The Case of the Electric Vehicle.”. In L. 
& R. In Callon (Ed.), Mapping the Dynamics of Science and Technology: Sociology of 

Science in the real World. London: MacMillan Press. 

Calstart. (2013). Best Practice for Workplace Charging. California. Retrieved from 
http://www.calstart.org/Libraries/Publications/Best_Practices_for_Workplace_Charging.sfl
b.ashx 

Caperello, N., TyreeHageman, J., & Kurani, K. (2014). Engendering the Future of Electric 

Vehicles: Conversations with Men and Women. Davis. 

Carley, S., Krause, R., Lane, B., & Graham, J. (2013). Intent to purchase a plug-in electric 
vehicle: A survey of early impressions in large US cites. Transportation Research Part D, 
18, 39–45. Retrieved from http://ac.els-cdn.com/S1361920912001095/1-s2.0-
S1361920912001095-main.pdf?_tid=e7926dc0-d75d-11e4-84dc-
00000aab0f6b&acdnat=1427776084_4c898b4120650783f63c2d3c684acebf 

Carroll, S. ., & Walsh, C. (2013). Assessing the viability of EVs in daily life. UK. Retrieved from 
https://www.innovateuk.org/documents/1524978/2138994/ULCV summary report 

Carroll, S., & Walsh, C. (2010). Smart Move Trial Report-Fleet Manager, users, and Public 

drive Questionnaires. Newcastle Upon Tyne, UK. Retrieved from 
http://www.cenex.co.uk/wp-content/uploads/2013/06/2010-03-23-Smart-move-trial-report-
v3-Compatibility-mode-11.pdf 

Carver, C., & Scheier, M. (1982). 1982. Control theory: a useful conceptual framework for 
personality-social, clinical and health psychology. Psychological Bulletin, 92(1), 111– 135. 

CATCH. (2012). CATCH (2012): Carbon Aware Travel CHoice EU FPF project. Retrieved from 
http://www.carbonaware.eu/resources/co-benefit-fact-sheets.html; 
http://www.carbonaware.eu/knowledge-platform/whats-in-the-catch-platform.html; 
http://www.carbonaware.eu/resources.html 

Cattaneo, M., Ferchow, J., Schulze, A., & Koch, C. (2014). Should utilities Build Charging 

Networks?. Retrieved from http://www.sap.com/bin/sapcom/en_us/downloadasset.2014-06-
jun-16-22.should-utilities-build-charging-networks-pdf.bypassReg.html 

CEC. (2011). Plug-In Hybrid Electric Vehicles. California Energy Commission, 6(June), 103–
113. 

Celli, G., Pilo, S., Mocci, L., & Natale, N. (2014). Aggregated Electric Vehicles load profiles 
with Fast Charging Stations. In 18th Power Systems Computation Conference. Retrieved 
from http://pscc.ee.ethz.ch/uploads/tx_ethpublications/pscc2014_456.pdf 

CenterForSustainableEnergy. (2014). California Air Resources Board Clean Vehicle Rebate 
Project, EV Consumer Survey Dashboard. Retrieved from http://energycenter.org/clean-
vehicle-rebate-project/survey-dashboard. 

Chan, C., & Wong, Y. (2004). Electric Vehicles Charge Forward. IEEE Power & Energy 

Magazine, (December), 24–33. 



 367 

Chapin, F. S., Zavaleta, E. S., Eviner, V. T., Naylor, R. L., Vitousek, P. M., Reynolds, H. L., … 
Díaz, S. (2000). Consequences of changing biodiversity. Nature, 405(6783), 234–242. 
Retrieved from http://www.ncbi.nlm.nih.gov/pubmed/10821284 

Charalambous, N., & Mavridou, M. (2012). Space Syntax : Spatial Integration Accessibility and 
Angular Segment Analysis by Metric Distance ( ASAMeD ), 57–62. 

Chargemaster. (2015). Chargemaster Introduces the Workplace Charging Scheme. Retrieved 
from http://www.businesscar.co.uk/news/2015/chargemaster-introduces-workplace-
charging-scheme-for-businesses 

Charlton, L., Oxley, J., Fildes, B., Oxley, P., & Newstead, S. (2003). Self-Regulatory Behaviours 
of Older Drivers J. Association of Advanced Automotive Medicine, 47, 181–194. 

Chen, B., & Cheng, H. (2010). A Review of the Applications of Agent Technology in Traffic and 
Transportation Systems. Intelligent Transportation Systems, IEEE, 11(2), 485–497. 
doi:10.1109/TITS.2010.2048313 

Chen, T., Kockleman, K., & Khan, M. (2013). The Electric Vehicle Charging Station Location 
Problem: A Parking-Based Assignment Method for Seattle. In The 92nd Annual Meeting of 

the Transportation Research Board in Washington DC. 

Chen, Y., & Wang, B. (2009). Towards Participatory Design of Multi-agent Approach to 
Transport Demands. IJCSI, 4(1). 

Chen, Y., Wang, B., & Shiu, H. (2009). Enhancing Multi-Agent Based Simulation with Human-
Agents Interactive Spatial Behaviour, 1(1), 49–56. 

Chittaro, L., & Ieronutti, L. (2004). A visual tool for tracing users’ behavior in Virtual 
Environments. In The working conference on Advanced visual interfaces (pp. 40–47). 
Gallipoli, Italy. doi:10.1145/989863.989868 

Chiu, T., Fang, D., Chen, J., Wang, Y., & Jeris, C. (2001). A Robust and Scalable Clustering 
Algorithm for Mixed Type Attributes in Large Database. In the 7th ACM SIGKDD 

International Conference on Knowledge Discovery and Data Mining (pp. 263–268). New 
York, US: ACM. doi:10.1145/502512.502549 

Christensen, L. ., Norrelund, A. V. ., & Olsen, A. (2010). Travel Behaviour of Pontential Electric 

Vehicle Drivers. The need for charging. Denmark. 

Cocron, P., Bühler, F., Neumann, I., Franke, T., Krems, J. F., Schwalm, M., & Keinath, A. 
(2011). Methods of evaluating electric vehicles from a user’s perspective – the MINI E field 
trial in Berlin. IET Intelligent Transport Systems, 5(2), 127. doi:10.1049/iet-its.2010.0126 

Coensys. (2011). Agent based models using AnyLogic. Retrieved from 
http://www.coensys.com/agent_based_models.htm 

ConsumersUnion. (2013). Electric Vehicle Survey Methodology and Assumptions: American 

Driving Habits, Vehicle Needs, and Attitudes toward Electric Vehicles (p. 20). Retrieved 
from http://www.ucsusa.org/assets/documents/clean_vehicles/UCS-and-CU-Electric-
Vehicle-Survey-Methodology.pdf 

Contestabile, M., Offer, G., & North, R. (2012). Electric Vehicles: A Synthesis of the Current 

Literature with a Focus on Economic and Environmental Viability (pp. 1–17). Retrieved 
from http://www.lcaworks.com/EV Lit Rev FINAL.pdf 



 368 

Conway, G. (2011). The Charging Point. Retrieved from 
http://www.thechargingpoint.com/knowledge-hub/hot-topics/hot-topics-charging.html 

Conway, G. (2012). Electric vehicle misconceptions confirmed in survey: Consumer Reports 
study shows range is still the chief concern. Retrieved from 
http://www.thechaargingpoint.com/news/Electric-vehicle-misconceptions-confirmed-in-
survey.html 

Cooper, L. (2014). Electric Vehicle Diffusion and Adoption An examination of the major factors 

of influence over time in the US market. Haskoli Island. Retrieved from 
http://skemman.is/stream/get/1946/17028/39674/1/Cooper_thesis_final.pdf 

Cowan, R., & Hultén, S. (2001). Electric Vehicles: Socio-economic prospects and technological 

challenges (p. 303). Aldershot. 

CoWheels. (2011). Co-Wheels Club. Retrieved January 01, 2015, from http://www.co-
wheels.org.uk/electric_vehicles 

COWI. (2002). Fiscal Measures to Reduce CO2 Emissions from new Passenger Cars. Brussels. 

Coxworth, B. (2011). Electric vehicle survey reveals consumer preferences. Retrieved from 
http://www.gizmag.com/electric-vehicle-survey-reveals-consumer-preferences/17418/ 

Cressman, D. (2009). A Brief Overview of Actor-Network Theory: Punctualization, 
Heterogeneous Engineering & Translation. ACT Lab/Centre for Policy Research on Science 

& Technology (CPROST) School of Communication, Simon Fraser University. Retrieved 
from http://blogs.sfu.ca/departments/cprost/wp-content/uploads/2012/08/0901.pdf 

Cresta, M., Gatta, F. M., Geri, A., Landolfi, L., Lauria, S., Maccioni, M., … Diaee, E. E. (2012). 
Prospective Installation of EV Charging Points in a Real LV Network: Two Case Studies, 
725–730. 

Crooks, A., Castle, C., & Batty, M. (2008). Key Challenges in Agent-based Modelling for Geo-
Spatial Simulation. Computers, Environment and Urban Systems, 32(6), 417–430. 
doi:10.1016/j.compenvurbsys.2008.09.004 

CSISS. (2004). Spatial Social Science for Research, Teaching, Application and Policy. Retrieved 
from http://www.csiss.org/aboutus/reports/Spatial_Social_Science.pdf 

CYC. (2010). Charge Your Car Ltd. Retrieved from http://chargeyourcar.org.uk/about/ 

CYC. (2014). CYC Data. Newcastle Upon Tyne, UK. 

Dalton, N. (2001). Fractional configurational analysis and a solution to the Manhattanproblem. In 
The 3rd International Symposium on Space Syntax. Georgia Institute of Tech- nology, 
Atlanta, Georgia. 

Dalton, R. (2001). The secret is to follow your nose. In G. I. of Technology (Ed.), The 3rd 

International Symposium on Space Syntax. Atlanta, Georgia. 

Darnton, A. (2008). Reference Report: An Overview of Behaviour Change Models and their 

Uses. 

Davidsson, P. (2002). Agent Based Social Simulation: A Computer Science View. Journal of 

Artificial Societies and Social Simulation, 5(1), 6–8. Retrieved from 
http://jasss.soc.surrey.ac.uk/5/1/7.html 



 369 

De Haan, P. ., Mueller, M. G. ., & Peters, A. (2006). Does the hybrid Toyota Prius lead to 
rebound effects? Analysis of size and number of cars previously owned by Swiss Prius 
buyers. Ecological Economics, Elsevier, 58(3), 592–605. 

DECC. (2014). 2013 UK Greenhose Gas Emissions (p. 44). UK. Retrieved from 
https://www.gov.uk/government/uploads/system/uploads/attachment_data/file/295968/2014
0327_2013_UK_Greenhouse_Gas_Emissions_Provisional_Figures.pdf 

Delang, C. O., & Cheng, W.-T. (2012). Consumers’ attitudes towards electric cars: A case study 
of Hong Kong. Transportation Research Part D: Transport and Environment, 17(6), 492–
494. doi:10.1016/j.trd.2012.04.004 

DelftUniversity. (2014). Smart EV Charging and House Energy Management Survey. Retrieved 
from 
https://docs.google.com/spreadsheet/viewform?formkey=dFJqd1ExcDd0cHR5TUp6ZVc2c
FpPVmc6MA 

Dell, M., Di, G., Guidotti, L., & Mascolo, P. (2014). Advanced services for electro-mobility : the 
integration of smartCEM project platform for Reggio Emilia pilot site. In Transport 

Research Arena 2014. Paris. 

Deloitte. (2010). UK Electric Car Consumer Survey. Retrieved from 
http://www.globalwarmingskeptics.info/thread-
812.html;http://www.globalwarmingskeptics.info/thread-812.html 

DeLuchi, M., Wang, Q., & Sperling, D. (1989). Electric Vehicles: Performance, Life-Cycle 
Costs, Emissions, and Recharging Requirements. Transportation Research, 23A(3), pp. 
255–278. 

DEMorro, C. (2014). California Publishes Results Of EV Survey. Retrieved from 
http://cleantechnica.com/2014/06/24/california-publishes-results-ev-survey/ 

Dempster, P. (2013). Connecting Electric Vehicles and Green Energy. In M. Kurosu (Ed.), 
Human-Computer Interaction, Part III (pp. 269–276). Springer-Verlag Berlin Heidelberg. 

Denholm, P., Kuss, M., & Margolis, R. M. (2013). Co-benefits of large scale plug-in hybrid 
electric vehicle and solar PV deployment. Journal of Power Sources, 236, 350–356. 
doi:10.1016/j.jpowsour.2012.10.007 

Derollepot, R., Weiss, C., Franke, T., Trigui, R., Cholond, B., Armoogum, J., … Pelissier, S. 
(2014). Optimising Components Size of an Extended Range Electric Vehicle According to 
the Use specifications. In Transport Research Arena (pp. 1–10). Paris. Retrieved from 
http://www.evrest-project.org/pdf/TRA2014_Fpaper_18329.pdf 

Deventer, A. (2011). Governing the Transition to E-Mobility: small steps towards a giant leap 
(p. 24). Netherlands: Research and Innovative Technology Administration, University 
Transportation Center Program. Retrieved from http://www.nsob.nl/EN/wp-
content/uploads/2010/06/e-mobility-webversie.pdf 

DfT. (2011). Transport energy and environment statistics. . UK: DfT. 

DfT. (2013a). High Level Analysis of the Plugged-in places chargepoint usage data (p. 34). UK. 
Retrieved from 
https://www.gov.uk/government/uploads/system/uploads/attachment_data/file/236775/high-
level.pdf 



 370 

DfT. (2013b). Road Transport Forecasts 2013 (pp. 1–35). UK: DfT. Retrieved from 
https://www.gov.uk/government/uploads/system/uploads/attachment_data/file/260700/road-
transport-forecasts-2013-extended-version.pdf 

Dijk, M., Orsato, R. J., & Kemp, R. (2013). The Emergence of An Electric Mobility Trajectory. 
Energy Policy, 52(2007), 135–145. doi:10.1016/j.enpol.2012.04.024 

Dimitropoulos, A., Rietveld, P., & Ommeren, J. N. (2011). Consumer Valuation of Driving 
Range: A Meta-Analysis. In Tinbergen Institute (Vol. 133, pp. 1–35). 

Dings, J. (2009). How to avoid an Electric Shock. Electric Cars: From Hype to Reality. 
Retrieved from http://www.transportenvironment.org/Publications/prep_hand_out/lid/560. 

Dong, J., Liu, C., & Lin, Z. (2014). Charging infrastructure planning for promoting battery 
electric vehicles: An activity-based approach using multiday travel data. Transportation 

Research Part C: Emerging Technologies, 38, 44–55. doi:10.1016/j.trc.2013.11.001 

Doniec, A., m, andiau, R., Peichowiak, S., & Espie, S. (2008). A behavioral multi agent model 
for raod traffic simulation. Engineering Applications of Artificial Intelligence, 21, 1443–
1454. 

Donnay, J., Barnsley, M., & Longley, P. (2005). Remote Sensing and Urban Analysis. Taylor & 
Francis Group. 

Doyle, J., Lindquist, K., & Wendt, M. (2011). Electric Vehicle Policies, Fleet, and 

Infrastructure: Synthesis (p. 35). USA. 

Dyson, G. (1997). Darwin Among the Machines: The Evolution of Global Intelligence. Reading: 
Addison-Weslely. 

Earley, R., & Green-weiskel, L. (2011). Electric Vehicles in the Context of Sustainable 

Development in China. New York, New York, USA. Retrieved from 
http://www.un.org/esa/dsd/resources/res_pdfs/csd-19/Background-Paper-9-China.pdf 

Ecar. (2014). The Great Electric Drive. Retrieved from https://www.esb.ie/electric-cars/electric-
car-driving/the-great-electric-drive.jsp 

Egbue, O., & Long, S. (2012). Barriers to widespread adoption of electric vehicles: An analysis 
of consumer attitudes and perceptions. Energy Policy, 48, 717–729. 
doi:10.1016/j.enpol.2012.06.009 

Ehlert, P. (2001). Microscopic traffic simulation with reactive driving agents. In IEEE Intelligent 

Transportation Systems (pp. 860–865). 

Elbanhawy, E. (2014a). Analysis of Space-Time Behaviour of Electric Vehicle Potential User 
and Commuter. In ITEC-IEEE. 

ElBanhawy, E. (2014). Charging Facilities Versus Charging Profiles. In 3rd International 

Symposium on Environment Friendly Energies and Applications (EFEA). Paris: EFEA. 

Elbanhawy, E. (2014b). Descriptive Analysis of E-Mobility System. In 3rd International 

Symposium on Environment Friendly Energies and Applications (EFEA). Paris: EFEA. 

ElBanhawy, E. ., Dalton, R., Thompson, E. ., & Kotter, R. (2012). Real-Time E-Mobility 
Simulation in Metropolitan Area. In H. P. J. H. J. M. Dana (Ed.), 30th eCAADe Conference 



 371 

(pp. 533–546). Czech Republic, Prague: Technical University in Prague; Faculty of 
Architecture (Czech Republic). 

ElBanhawy, E., Dalton, R., & Nassar, K. (2013). Integrating Space-Syntax And Discrete-Event 
Simulation For E-Mobility Analysis. American Society of Civil Engineers, 1(91), 934–945. 
Retrieved from https://ascelibrary.org/doi/abs/10.1061/9780784412909.091 

Elbanhawy, E., Dalton, R., & Thompson, E. (2014). Interrogating the Relation between E-
Mobility Recharging Network Design and Drivers’ Charging Behaviour. In 32nd eCAADe 
(p. 132). Newcastle Upon Tyne, UK. 

ElBanhawy, E., Dalton, R., Thompson, E., & Kotter, R. (2012). Heuristic Approach for 
Investigating the Integration of Electric Mobility Charging Infrastructure in Metropolitan 
Areas: An Agent-based Modelling Simulations. In 2nd International Symposium on 

Environment Friendly Energies and Applications (EFEA) (pp. 74 – 86). Newcastle Upon 
Tyne, UK. Retrieved from https://ieeexplore.ieee.org/stamp/stamp.jsp?arnumber=06294081 

ElBanhawy, E., & Nassar, K. (2013). A Movable Charging Unit for Green Mobility. ISPRS - 

International Archives of the Photogrammetry, Remote Sensing and Spatial Information 

Sciences, XL-4/W1, 77–82. doi:10.5194/isprsarchives-XL-4-W1-77-2013 

ElBanhawy, E. Y., Dalton, R., Shankar, V. N., & Warith, K. a. A. (2014). Hybrid-OD matrix 
based simulation approach to identify e-charging hotspots in transport network. 2014 IEEE 

Transportation Electrification Conference and Expo (ITEC), 1–6. 
doi:10.1109/ITEC.2014.6861788 

ElBanhawy, Y. E. (2014). Investigating the Evolution of E-Mobility in its Urban Context A 
longitudinal study in Newcastle Area. IEEE Power & Energy Magazine. 

Element Energy Ltd. (2009). Strategies for the uptake of electric vehicles and associated 

infrastructure implications. (T. C. on C. Change, Ed.). Cambridge, UK. 

ElementEnergyLimited. (2013). Pathways to high penetration of electric vehicles. Aberdeen. 
Retrieved from http://www.theccc.org.uk/wp-content/uploads/2013/12/CCC-EV-
pathways_FINAL-REPORT_17-12-13-Final.pdf 

ENEVATE. (2014). Electric Vehicle Strategy for the Liverpool City Region 2014-2024 (p. 63). 
Liverpool. Retrieved from http://www.merseytravel.gov.uk/about-us/local-transport-
delivery/Documents/E-Mobility-Strategy.pdf 

Eom, J. (2007). Incorroporating Activity-Based Special Generator Data Into A Conventional 

Planning Model. Retrieved from 
http://repository.lib.ncsu.edu/ir/bitstream/1840.16/3108/1/etd.pdf 

Eppstein, G., David, K., Marshall, S., & Rizzo, D. (2011). An ABM to study market penetration 
of plug-in hybrid electric vehicles. Energy Policy, 39(6), 3789–3802. 
doi:10.1016/j.enpol.2011.04.007 

Epstein, J. (2007). Agent Based Compuational Models and Generative Social Science. 
Complexity, 4(5), 42–61. Retrieved from http://press.princeton.edu/chapters/s8277.pdf 

Erdem, C., Şentürk, İ., & Şimşek, T. (2010). Identifying the factors affecting the willingness to 
pay for fuel-efficient vehicles in Turkey: A case of hybrids. Energy Policy, 38(6), 3038–
3043. doi:10.1016/j.enpol.2010.01.043 



 372 

Erlander, S., & Stewart, N. (1990). The Gravity Model in Transportation Analysis -- Theory and 

Extensions: Topics in Transportation (Vol. III). Bristol, UK: VSP. 

Ernst, E., & Young, Y. (2010). Gauging Interest for Plug-In Hybrid and Electric Vehicles in 
Select Markets Alternative powertrain survey highlights. Retrieved from 
http://www.ey.com/GL/en/Industries/Automotive/Gauging-interest-for-plug-in-hybrid-and-
electric-vehicles-in-select-markets---Alternative-powertrain-survey-highlights 

EURELECTRIC. (2014). Eurelectric: Consultation on Draft Guidelines on Research, 

Development and Innovation State aid for 2014-2020 (p. 14). Retrieved from 
http://ec.europa.eu/competition/consultations/2013_state_aid_rdi/eurelectric_en.pdf 

EuropeanCommision. (2011). ICT for the Fully Electric Vehicle, Research Needs and Challenges 

Ahead. Brussels. 

EVREST. (2012). EVREST: Electric Vehicle with Range Extender as a Sustainable Technology. 
Retrieved January 01, 2014, from http://www.evrest-project.org/context.php 

Fazio, R., Powell, M., & Herr, P. (1983). Toward a Process Model of the Attitude-Behavior 
Relation: Accessing One’s Attitude Upon Mere Observation of the Attitude Object. 
Personality and Social Psychology, 44(4), 723–735. 

Feldman, O., Davies, J., Simmonds, D., Richmond, E., & Valero., J. (2009). An Integrated 
System of Transport and Land-Use Models for Auckland and Its Application. In 
Australasian Transport Research Forum (ATRF). 

Fellendorf, M., & Vortisch, P. (2010). Microscopic Traffic Flow Simulator VISSIM. In J. 

Barceló (Ed.), Fundamentals of Traffic Simulation (Vol. 145, pp. 63–92). LLC: Springer 
Science+Business Media. doi:10.1007/978-1-4419-6142-6_2 

Fernando, Z., & Euskandi, M. (2014). SmartCEM. Barcelona. Retrieved from 
http://www.smartcem-
project.eu/download/barcelona_event/2__fernando_zubillaga_mlcluster__presentation_of_t
he_project_smartcem.pdf 

Ferreira, J., & Afonso, V. (2011). V2G Smart System : An Intelligent System to the Electric 
Vehicle Charging Problem. In The 6th Information Systems and Technologies (CISTI) (pp. 
1–6). Iberia. Retrieved from http://www.mendeley.com/catalog/v2g-smart-system-
intelligent-system-electric-vehicle-charging-
problem/?utm_source=desktop&utm_medium=1.12.2&utm_campaign=open_catalog&user
DocumentId=%7Bbb634e6f-9720-4d11-86c8-2f5339ade8d7%7D 

Filmanowicz, A. (2007). How Urbanism Slows Global Warming. Retrieved from 
http://www.cnu.org/cnu-salons/2007/04/how-urbanism-slows-global-warming 

FleetDriveElectric. (2008). FleetDrive Electric. Retrieved January 01, 2015, from 
http://www.fleetdrive-electric.com 

FLO, R. (2014). Electric Vehicles Charge Points. Retrieved from http://www.retroflo.com/free-
electric-vehicle-chargers/domestic-ev-charge-points 

Foley, A., Tyther, B., Calnan, P., & Gallachoir, B. (2013). Impacts of Electric Vehicle Charging 
Under Electricity Market Operations. Applied Energy, 101. 

Foster, D. (2001). Chapter 4: Attitudes. Western Oregon University. Retrieved from 
http://www.wou.edu/las/behavioral_sciences/faculty/foster/psy334/B&B4/sld030.htm 



 373 

Frade, I., Ribeiro, A., Gonçalves, G., & Antunes, A. P. (2011). Optimal Location of Charging 
Stations for Electric Vehicles in a Neighborhood in Lisbon, Portugal. Transportation 

Research Record: Journal of the Transportation Research Board, 2252(1), 91–98. 
doi:10.3141/2252-12 

Frades, M. (2014). Electric Vehicle Consumers-Beyond Early Adopters. Center for Climate And 

Energy Solutions. Retrieved from http://www.c2es.org/blog/fradesm/electric-vehicle-
consumers-beyond-early-adopters 

Frank, A. (2001). Agent-Based Simulation of Human Wayfinding: A Perceptual Model for 

Unfamiliar Buildings. Retrieved from http://ifgi.uni-
muenster.de/~raubal/Publications/Theses/mr_phD.pdf 

Franke, T., Günther, M., Trantow, M., Krems, J. F., Vilimek, R., Keinath, A., & Chemnitz, T. U. 
(2014). Examining User-Range Interaction in Battery Electric Vehicles – a Field Study 
Approach. In 5th international conference on applied human factors and ergonomics AHFE 
(Vol. 2014, p. 11). Kraków, Poland. 

Franke, T., Gunther, M., Trantow, M., Krems, J., Vilimek, R., & Keinath, A. (2014). Examining 
User-Range Interaction in Battery Electric Vehicles-A Field Study Approach. In 5th 

International Conference on Applied Human Factors and Ergonomics-AHFE. Krakow. 

Franke, T., Gunther, M., Trantow, M., Rauh, N., & Krems, J. (2013). The Range Comfort Zone of 

Electric Vehicle Users- Concept and Assessment. 

Franke, T., & Krems, J. F. (2013a). Interacting with limited mobility resources: Psychological 
range levels in electric vehicle Use. Transportation Research, Part A(48), 109–122. 

Franke, T., & Krems, J. F. (2013b). What Drives Range Preferences in Electric Vehicle Users? 
Transport Policy, 30, 56–62. Retrieved from https://www.journals.elsevier.com/transport-
policy/https:dx.doi.org/10.1016/jtranpol.2013.07.005 

Franke, T., Neumann, I., Bühler, F., Cocron, P., & Krems, J. F. (2012). Experiencing Range in an 

Electric Vehicle - Understanding Psychological Barriers. Applied Pshychology, 61(3), 368–
391. 

Fricker, J., & Whitford, R. (2004). A Multimodal Systems Approach. In Fundamentals of 

Transportation Engineering (pp. 183–251). NJ: Pearson Education, Inc. 

Fueleconomy.gov. (Ed.). (2012). Compare Side-by-Side - 2012 Nissan Versa and 2012 Nissan 
Leaf. 

FutureTransportSystems. (2010). North East Drivers Switched on By EV Trials. Retrieved from 
http://www.futuretransportsystems.co.uk/news/2010/05/north-east-drivers-switched-on-by-
ev-trials.aspx 

Gao, M., Chris, W., & Emadi, A. (2007). modeling and simulation of electric and hybrid 
vehicles. IEEE, 95(4), 17. 

Garling, J. (2001). marketing of electric Vehicles. Business Strategy and the Environment, 10, 
53–65. 

Garrett, J. (2010). Driving the Nissan Leaf Electric Car Reveals Range Variability. The New York 

Times. New York, US. Retrieved from 
http://wheels.blogs.nytimes.com/2010/07/16/driving-the-nissan-leaf-electric-car-reveals-
range-variability/ 



 374 

Gaver, W. (1991). Technology Affordances. ACM, 91(4), 79–84. 

GE, S. ;, FENG, L., & LIU, H. (2011). The Planning of Electric Vehicles Charging Station Based 
on Grid Partition Method. IEEE, 2726–2730. 

GE, S. ;, FENG, L., LIU, H., & LONG, W. (2012). The Planning of Electric Vehicles Charging 
Stations in the Urban Area. In 2nd International Conference on Electronic and Mechanical 

Engieering and Infromation Technology (EMEIT). 

Geels, F. (2005). Processes and patterns in transitions and system innovations: Refining the Co-
evolutionary Multi-level Perspective. Technological Forecasting & Social Change. 
doi:10.1016/j.techfore.2004.08.014 

Gibson, J. (1982). A Theoretical Field-Analysis of Automobile Driving’. (E. R. and R. Jones, 
Ed.)Reasons for Realism: Selected Essays of James J. Gibson. Hillsdale, New Jersey: 
Lawrence Erlbaum Associates. 

Giffi, C., Vitale, J., Drew, M., Kuboshima, Y., & Sase, M. (2011). Unplugged: Electric Vehicle 
Realities Versus Consumer Expectations. Retrieved January 01, 2014, from 
http://www.oesa.org/Doc-Vault/Knowledge-Center/Product-Technologies-
Content/Deloitte-EV-Realities-vs-Expectations.pdf 

Gil, J. ., Tobari, E. ., Lemlij, M., Rose, A. ., & Penn, A. (2009). The Differentiating Behaviour of 
Shoppers Clustering of Individual Movement Traces in a Supermarket. In L. M. and J. S. 
Daniel Koch (Ed.), the 7th International Space Syntax Symposium. Stockholm: KTH. 

Gilbert, N., & Troitzsch, K. (1999). Simulation in the Social Sciences (p. 273). Philadelphia, 
USA: Open University Press. Retrieved from 
http://books.google.co.uk/books?hl=en&lr=&id=mhHPurBc4b4C&oi=fnd&pg=PA90&dq=
building+information+modeling+and+social+science&ots=ezvLkl1he5&sig=HnVpFT-
qYanMPj5um8CrdbD52F8#v=onepage&q=building information modeling and social 
science&f=false 

Gimblett, D., & Itami, R. (1997). Some Practical Issues in Designing and Calibrating Artificial 
Human-Recreator Agents in GIS - based Simulated Worlds. Complex International Journal. 

Globisch, J., Schneider, U., & Dutschke, E. (2013). Acceptance of electric vehicles by 
commercial users in the electric mobility pilot regions in germany_ECEEE SUMMER 
STUDY. In Transport and Mobility: How to Deliver Energy Efficiency. 

Goldsmith, S., & Crawdford, S. (2014). The Responsive City. Jossey-Bass. 

Golob, T. (1986). A Nonlinear Canonical Correlation Analysis of Weekly Trip Chaining 
Behavior. Transportation Research A, 20(5), 385–399. 

Gordon-Bloomfield, N. (2014). Electric Avenue Trial Proves EV Adoption Is All About Price. 
Retrieved from https://transportevolved.com/2014/03/12/electric-avenue-trial-proves-ev-
adoption-is-all-about-price/ 

GoUltraLow. (2015). Extended-Range Electric Vehicles (E-REV). Retrieved from 
https://www.goultralow.com/what-are-go-ultra-low-cars/types-of-vehicles/range-extended/ 

Graham, B., Abraham, C., Skippon, S., Dittmar, H., Hutchins, R., & Stannard, J., E. (2012). 
Mainstream consumers driving plug-in battery-electric and plug-in hybrid electric cars. 
Transportation Research, 46(1), 140–153. doi:10.1016/j.tra.2011.09.008 



 375 

Gray, L. (2014). Delivery Plan Accelerating Economic Growth. Retrieved from 
https://www.gov.uk/government/uploads/system/uploads/attachment_data/file/362263/Deli
very_Plan_2014-15.pdf 

Green, R., Wang, L., & Alam, M. (2011). The impact of plug-in hybrid electric vehicles on 
distribution networks: A review and outlook. Renewable and Sustainable Energy Reviews, 
15(1), 544–553. doi:10.1016/j.rser.2010.08.015 

Grunig, M., Witte, M., Marcellino, D., Selig, J., & Essen, H. (2011). Impacts of Electric 

Vehicles: An Overview of Electric Vehicles on the Market and in Development. Delft, 
Brussels. 

Guo, Q., Wang, Y., Sun, H., Li, Z., Xin, S., & Zhang, B. (2012). Factor Analysis of the 
Aggregated Electric Vehicle Load Based on Data Mining. Energies, 2053–2070. 
doi:10.3390/en5062053 

Guo, W., Brennan, D., & Blythe, P. (2013). Detecting Older Drivers ’ Stress Level during Real-
World Driving Tasks. World Academy of Science, Engineering and Technology, 1794–
1800. Retrieved from http://waset.org/publications/8728/detecting-older-drivers-stress-
level-during-real-world-driving-tasks 

Haase, D., Lautenbach, S., & Seppelt, R. (2010). Modeling and simulating residential mobility in 
a shrinking city using an agent-based approach. Environmental Modelling & Software, 
25(10), 1225–1240. doi:10.1016/j.envsoft.2010.04.009 

Hall, E. T. (1966). The Hidden Dimension (1st ed.). Doubleday. 

Hatton, C., Beella, S., Brezet, J. ., & Wijnia, Y. (2009). Charging stations for urban settings: the 
design of a product platform for electric vehicle infrastructure in Dutch cities. In EVS24. 
Norway. 

He, F., Wu, D., Yin, Y., & Guan, Y. (2013). Optimal deployment of public charging stations for 
plug-in hybrid electric vehicles. Transportation Research Part B: Methodological, 47, 87–
101. doi:10.1016/j.trb.2012.09.007 

He, L., Chen, W., & Conzelmann, G. (2012). Impact of vehicle usage on consumer choice of 
hybrid electric vehicles. Transportation Research Part D, 17, 208–214. 

He, L., Hoyle, C., & Chen, W. (2011). Examination of customer satisfaction surveys in choice 
modelling to support engineering design. Engineering Design, 22, 669–687. 

Heffner, R. R. ., Kurani, K. S. ., & Turrentine, T. (2007). Symbolism and the Adoption of Fuel-

Cell Vehicles. 

Helbing, D., & Balietti, S. (2011). How to Do Agent-Based Simulations in the Future : From 
Modeling Social Mechanisms to Emergent Phenomena and Interactive Systems Design 
Why Develop and Use Agent-Based Models, 1–5. doi:10.1007/978-3-642-24004-1 

Helbing, D., Farkas, I., & Vicsek, T. (2000). Simulating Dynamical Features of Escape Panic. 
Nature, 407. 

Herbert, S. (2011). Meeting Local Authorities: An Interview with Newcastle City Council, Office 
of Sustainable Transportation. (S. T. O. Newcastle City Council, Ed.). Newcastle Upon 
Tyne, UK. 



 376 

Hess, A., Malandrino, F., Reinhardt, M., Casetti, C., Hummel, K., & Barceló-Ordinas, J. (2012). 
Optimal deployment of charging stations for electric vehicular networks. Proceedings of the 

First Workshop on Urban Networking - UrbaNe ’12, 1. doi:10.1145/2413236.2413238 

Hicks, C. (2012). The Smart Grid: Where We Are Today and the Future Holds. Michigan. 
Retrieved from http://erb.umich.edu/Research/InstituteReports/11-12/Hicks-Smart-Grid.pdf 

Hidrue, M., Parsons, G., Kempton, W., & Gardner, M. (2011). Willingness to pay for electric 
vehicles and their attributes. Resource and Energy Economics, (33), 686–705. Retrieved 
from http://ac.els-cdn.com/S0928765511000200/1-s2.0-S0928765511000200-
main.pdf?_tid=45d6c41c-d75e-11e4-87d3-
00000aab0f26&acdnat=1427776242_4b299964c99b19b765169d0f39b88fb7 

Higgins, A., Paevere, P., Gardner, J., & Quezada, G. (2012). Combining choice modelling and 
multi-criteria analysis for technology diffusion: An application to the uptake of electric 
vehicles. Technological Forecasting and Social Change, 79(8), 1399–1412. 
doi:10.1016/j.techfore.2012.04.008 

HighwaysAgency. (2012). ElecHighway Twitter Account. 

Hillier, B. (2007). Space is the machine. London: University of Cambridge. 

Hillier, B. ;, & Iida, S. (2005). Network and psychological effects in urban movement.”. In A. G. 
Cohn  Mark, D. M. (Ed.), In Spatial Information Theory: COSIT 2005 (pp. 475–490). 
Springer-Verlag, Berlin. 

Hillier, B. ., Penn, A. ., Hanson, G. ., & Xu, J. (1993). Natural Movement ; or, configuration and 
attraction in urban pedistrian movement. Environment and Planning B, (20), 29–66. 
Retrieved from http://discovery.ucl.ac.uk/1398/1/hillier-etal-1993_NaturalMovement.pdf 

Hillier, B., & Stutz, C. (2005). New Methods in Space Syntax. Urban Design, (93). 

Hillier, B., Turner, A., Yang, T., & Park, H.-T. (2007). Metric and Topo-Gemetric Properties of 
Urban Street Networks. In 6th International Space Syntax Symposium. İstanbul. 

Hjorthol, R. (2013). Attitudes, Ownership and Use of Electric Vehicles – A Review of Literature. 
Oslo. Retrieved from 
http://www.compett.org/documents/wp_2_report_attetitudes_ownership_and_use_of_electr
ic_vehicles_a_review_of_literature.pdf 

HMGovernment. (2011). The Carbon Plan: Delivering ourlow carbon future. 

Hodges, N., & Bell, M. (2011). A Pervasive Network for Environmental and Traffic Monitoring. 
In UTMC Conference (p. 34). UK: Leicester City Council and TORG. Retrieved from 
http://www.utmc.uk.com/library/pdf/MESSAGEProject.pdf 

Holanda, F. (2002). O Espaço de Exceção. University of London. 

Holmes, H. (1997). Just and Sustainable Communites. In R. D. Bullard & G. S. Johnson (Eds.), 
Just Transportation: Dismatling Race & Class Barriers to Mobility (pp. 22–32). New 
Society Publishers. 

Housely, C. (2010). The Future of E-Mobility and Commercial Electrification. Business Insights. 
Retrieved from http://www.sbdi.co.kr/cart/data/info/Business_Insights_The_Future_of_E-
Mobility_and_Commercial_Electrification_Sample.pdf 



 377 

Huertas, A. (2013). New Survey Finds Many Households Can Use Electric Vehicles. Retrieved 
from http://www.ucsusa.org/news/press_release/ev-survey-0384.html 

Hulten, R., & Cowan, S. (2000). Electric Vehicles: Socio-Economic Prospects and Technological 

Challenges. (A. Aldershot., Ed.). United Kingdom. 

Hwang, S. W., Jin Kweon, S., & Ventura, J. (2013). Optimal Location of Discretionary 
Alternative-Fuel Stations on a Tree-Network. In 10th Annual College of Engineering 

Research Symposium Tuesday, April 2, 2013 The Nittany Lion Inn CERS 2011 i 

SSttuuddeennttss  IInndduussttrryy ReRseeaseracrhch ~ An initiative of the Engineering 

Graduate Student Council (p. 7). State College. 

Iastate. (2004). Multicollinearity. Retrieved from http://www3.nd.edu/~rwilliam/stats2/l11.pdf 

ICF. (2013). Bay Area Plug-in Electric Vehicle Readiness Plan (pp. 1–363). California. 
Retrieved from http://www.bayareapevready.org/assets/Background-Analysis-PEV-
Readiness-Plan-Draft-Final-v2.pdf 

IEA. (1993). Electric Vehicles: Technology, Performance and Potential. In International Energy 

Agency; Organisation for Economic Co-operation and Development. Paris. 

IEA. (2011). Technology Roadmap, Electric and plug-in hybrid electric vehiles (p. 52). France: 
IEA- International Energy Agency. Retrieved from www.iea.org 

IET. (2011). The Lifestyle Implications of Electric Vehicle Adoption. 

IMechE. (2000). Alternatively Fuelled Vehicles. UK: Professional Engineering Publications for 
the IMechE. 

Ingalls, R. (2002). Introduction to Simulation. In E. Yücesan, C.-H. Chen, J. L. Snowdon, and J. 
M. Charnes (Ed.), 2002 Winter Simulation Conference. Retrieved from 
http://delivery.acm.org/10.1145/1040000/1030457/p7-
ingalls.pdf?ip=212.219.32.249&id=1030457&acc=ACTIVE 
SERVICE&key=BF07A2EE685417C5.3459FC42C4D3CA19.4D4702B0C3E38B35.4D47
02B0C3E38B35&CFID=583933483&CFTOKEN=28451745&__acm__=1413270564_82a
5666cb08f14fc6b18c0a43e6fe9e0 

Ip, A., Fong, S., & Liu, E. (2010). Optimization for Allocating BEV Recharging Stations in 
Urban Areas by Using Heirarchical Clustering. IEEE Transactions on Power Systems, 460–
465. 

ISO. (2000). Ergonomic principles related to mental workload-DIN EN ISO 10075-1. 

Jewell, N., Bai, L., Naber, J., & Mclntyre, M. (2014). Analysis of electric vehicle charge 
scheduling and effects on electricity demand costs. Energy System, 5, 767–786. 
doi:10.1007/s12667-013-0114-0 

Jha, A. (2009). North-east takes electric car lead. The Guardian, (18.40). 

Jiang, B. (2008). Ranking Spaces for Predicting Human Movement in an Urban Environment. 

Jiang, B., Bian, F., Zuo, X., & Wang, F. (2005). Study on Visualization of Virtual City Model 
Based on Internet. Geo-Spatial Information Sciencespatial Information Science, 8(2). 

Joormann, J., & Stober, J. (1997). Measuring Facets of Worry: A LISREL Analysis of the Worry 
Domains Questionnaire. Personality and Individual Differences, 23(5), 827–837. 



 378 

Kahane, L. (2008). Regression Basics (2nd ed.). USA: Sage. 

Kaltenbach, K. (1972). Application of Gravity And Intervening Opportunities Models To 

Recreational Travel In Kentucky. Retrieved from 
http://www.ktc.uky.edu/files/2012/09/1972-Application-of-Gravity-and-Intervening-
Opportunities-Models-to-Recreational-Travel-in-Kentucky-Report-No.-336.pdf 

Kearney, M. (2011). Electric Vehicle Charging Infrastructure Deployment: Policy Analysis 

Using a Dynamic Behavioral Spatial Model. MIT. 

Kellner, M. I., & Raffo, D. M. (1997). Measurement Issues in Quantitative Simulations of 
Process Models. In The Workshop on Process Modelling and Empirical Studies of Software 

Evolution. Boston, MA. 

Kemp, R. (2005). Zero emission vehicle mandate in California: misguided policy or example of 
enlightened leadership? In: Sartorius, C., Zundel, S. (Eds.), T. Strategies, Innovation and 

Environmental Policy, 169–191. 

Keros, A. (2014). Advanced Vehicle and Infrastructure Policy. Retrieved from 57% 

Khalesian, M., & Delavar, M. R. (2008). A MULTI-AGENT BASED TRAFFIC NETWORK 
MICRO-SIMULATION USING SPATIO-TEMPORAL GIS. Archives, XXXVII, 31–36. 
Retrieved from http://www.isprs.org/proceedings/XXXVII/congress/2_pdf/1_WG-II-
1/06.pdf 

Kitamura, M., & Hagiwara, Y. (2010). Honda Uses Toshiba Lithium-lon Batteries in Test 
Version of Electric Car. Retrieved from http://www.bloomberg.com/news/2010-12-
20/honda-uses-toshiba-s-batteries-in-test-version-of-its-electric-vehicle.html 

Kleber, M. (2011). Electrification of the Automotive Industry – The European Consumer’s View 
(pp. 1–14). Germany. Retrieved from 
http://www.harrisinteractive.com/vault/HI_UK_Whitepaper_Auto_Industry_Electrification-
20110331.pdf 

Klein, J. (2007). Why People Really Buy Hybrids?. Retrieved from 
https://www.toplinestrategy.com 

Kodjak, D. (2012). Consumer Acceptance of Electric Vehicles in the US (p. 21). Washington, 
DC. Retrieved from http://www.epa.gov/oar/caaac/mstrs/dec2012/kodjak.pdf 

Kortuem, G. (2014). ODI Futures - Milton Keynes and the future of open data and being a smart 
city. In Show me the future of the built environment, Open Data Institute. Retrieved from 
http://www.scribd.com/doc/225080344/ODI-Futures-Milton-Keynes-and-the-future-of-
open-data-and-being-a-smart-city-by-Gerd-Kortuem 

Kostic, S., & Jovanovic, M. (2012). Customers Survey on Electric Mobility. Politecnico di 
Milano. 

Kousoulidou, M., Ntziachristos, I., Mellios, G., & Samaras, Z. (2008). Road-transport emission 
projections to 2030 in European urban environments. Atmospheric Environment, 42, 7465–
7475. 

Kristoffersen, T., Capion, K., & Meibom, P. (2011). Optimal Charging of Electric Vehicles in 
market Environment. Applied Energy, 88(5), 1940–1948. 



 379 

Kruger, M. (1979). An Approach to Built-Form Connectivity at an Urban Scale: System 
Description and its Representation. Environment and Planning B, 1(6), 67–88. Retrieved 
from http://www.envplan.com/abstract.cgi?id=b060067 

Krupa, J. S., Rizzo, D. M., Eppstein, M. J., Brad, L. D., Gaalema, D. E., Lakkaraju, K., & 
Warrender, C. E. (2014). Analysis of a consumer survey on plug-in hybrid electric vehicles. 
Transportation Research Part A: Policy and Practice, 64, 14–31. 
doi:10.1016/j.tra.2014.02.019 

Kudoh, Y., Ishitani, H., Matsuhashi, R., Yoshida, Y., Morita, K., Katsuki, S., & Kobayashi, O. 
(2001). Environmental evaluation of intriducing electic vehicles using a dynamic traffic-
flow model. Applied Energy, 69, 145–159. 

Lacono, M., Levinson, D., & El-Geneidy, A. (2008). Models of Transportation and Land Use 
Change: A Guide to theTerritory. Planning Litreture OnlineFirst. 
doi:10.1177/0885412207314010 

Lam, A. Y. S., Leung, Y.-W., & Chu, X. (2014). Electric Vehicle Charging Station Placement : 
Formulation , Complexity , and Solutions. arXiv, 2(1310.6925), 1–10. 

Lane, B., & Potter, S. (2007). The adoption of cleaner vehicles in the UK: exploring the 
consumer attitude–action gap. Journal of Cleaner Production, 15(11-12), 1085–1092. 
doi:10.1016/j.jclepro.2006.05.026 

Lane, B., Shufflebotham, M., Wirgman, E., Thomas, P., & Bray, R. (2013). Electric Car Buying 
Guide. Retrieved from https://www.nextgreencar.com/electric-cars/buying-guide.php 

Larson, J., Bradlow, E., & Fader, P. (2005). An exploratory look at supermarket shopping paths. 
Int J Res Mark, 22(4), 395–414. 

Larson, M. (2012). Lessons Learned: The Early Adoption of Electric Vehicle Charging Stations 

from the Perspective of Oahu’s Commercial Properties. Honolulu Clean Cities. Honolulu. 
Retrieved from http://honolulucleancities.files.wordpress.com/2012/01/lessons-learned-
report-for-maui_final_10-22-12.pdf 

Law, S., Chiaradia, A., & Schwander, S. (2012). TOWARDS A MULTI-MODAL SPACE 
SYNTAX ANALYSIS. In M. Greene, J. Reyes, & A. Castro (Eds.), Eighth Inter. Space 

Syntax Symposium. Italy. 

Lee, X. (2010). An Integrated Pedestrian Behaviour Model Based On Extended Decision Field 
Theory And Social Force Model. In Proceedings of the 2010 Winter Simulation Conference 

B. Johansson, S. Jain, J. Montoya-Torres, J. Hugan, and E. Yücesan, eds. 

Lehner, P. (2013). Electric Vehicles Approach Popularity Tipping Point (Op-Ed). Retrieved from 
http://www.livescience.com/41267-electric-vehicles-grow-popular.html 

Leigh, N., & Blakely, E. (2013). Planning Local Economic Development: Theory and Practice 
(5th ed.). Sage. 

Lenz, B. (2014). A survey on the factors that motivate customers to buy electric vehicles for 
private or commercial use. Retrieved from http://www.dlr.de/vf/en/ 

Lesemann, M. (2010). Advanced Electric Vehicle Architectures Collaborative Project, ELVA. 
Retrieved from http://www.transport-
research.info/Upload/Documents/201401/20140128_112544_50449_D6.6_Final_Report.pd
f 



 380 

Lesemann, M., Funcke, M., Ickert, L., Eckstein, L., Malmek, E.-M., & Wismans, J. (2011). 
Integrated Architectures for Third Generation Electric Vehicles – First Results of the ELVA 
Project. In ￼￼EEVC European Electric Vehicle Congress. 

Li, Z., Sim, C., & Low, M. (2006). A Survey of Emergent Behavior and Its Impacts in Agent-
based Systems. In IEEE International Conference on Industrial Informatics (pp. 1295–
1300). 

Li, Z., & Sun, L. (2010). The impact of the government policy on the Chinese electric vehicle 

industry and business strategy management: Case of FAW. 

Liebert, R. M., & Morris, L. W. (1967). Cognitive and emotional components of test anxiety: A 
distinction and some initial data. Psychological Reports: Sport Competition Anxiety Test. 

Champaign, IL: Human Kinetics., 20, 975–978. 

Lieven, T., Muhlmeier, S., Henkel, S., & Waller, J. (2011). Who Will Buy Electric Cars? An 
Empirical Study in Germany. Transportation Research Part D, 16, 236–243. 

Lindblad, L. (2012). Deployment Methods For Electric Vehicle Infrastructure. Uppsala 
University. Retrieved from https://www.diva-
portal.org/smash/get/diva2:538789/FULLTEXT01.pdf 

Lo, K. (2013). Interested but unsure: Public attitudes toward electric vehicles in China. 
Electronic Green Journal. Retrieved from 
https://escholarship.org/uc/item/61m888kg#page-9 

Logica. (2011). Logica annual report 2011, Shaping a sustainable future (p. 158). Europe: 
Logica. Retrieved from http://annualreport.logica.com/ 

Lombardo, S., & Petri, M. (2004). Multi Agent System: three behavioural frameworks integrated 
into a GIS. 

López-Neri, E., Ramírez-Treviño, A., & López-Mellado, E. (2010). A modeling framework for 
urban traffic systems microscopic simulation. Simulation Modelling Practice and Theory, 
18(8), 1145–1161. doi:10.1016/j.simpat.2009.09.007 

Lozano, A. P. (2012). Intelligent Energy Management of Electric Vehicles in Distribution 

Systems Short Master Thesis in Electric Power Systems and High Voltage Engineering (p. 
76). Denmark. 

Lu, X. (2011). study on vehicular network application and simulation. Iowa State University. 
Retrieved from http://lib.dr.iastate.edu/cgi/viewcontent.cgi?article=1351&context=etd 

Macal, C. M., & North, M. J. (2010). Tutorial on agent-based modelling and simulation. J of Sim, 
4(3), 151–162. Retrieved from http://dx.doi.org/10.1057/jos.2010.3 

Mackenzi, D., & Keith, D. (2013). To Understand how various factors affect operators’ 

decisions on when and where to charge their plug-in vehicles Survey. Retrieved from 
http://evcharging2013.surveyanalytics.com/ 

Magnusson, T., & Berggren, C. (2001). Environmental innovation in auto development - 
managing technological uncertainty within strict time limits. Vehicle Design, 26(2-3), 101–
115. 

Maria, A. (1997). Introduction_to_Modeling_and_Simulation. In K. J. H. S. Andradóttir  D. H. 
Withers, and B. L. Nelson (Ed.), WinSim. Atlanta. 



 381 

Markel, T. (2012). Mitigation of Vehicle Fast Charge Grid impacts with Renewables and Energy 

Storage. USA. Retrieved from 
http://energy.gov/sites/prod/files/2014/03/f10/vss076_markel_2012_o.pdf 

Martin, W., & McGuckin, N. (1998). Travel Estimation Techniques for Urban Planning. 
Retrieved from http://ntl.bts.gov/lib/21000/21500/21563/PB99126724.pdf 

Mathew, T. V. ., & Rao, Krishna, K. V. . (2006). Trip Distribution. In ntroduction to 

Transportation Engineering. Retrieved from http://www.cdeep.iitb.ac.in/nptel/Civil 
Engineering/Transportation Engg 1/08-Ltexhtml/nptel_ceTEI_L08.pdf 

Matthias, J. (1966). Traffic Distribution Models. In symppsium on Land Use and Traffic 

Forecasting. Lafayette, Indiana: Purdue University. 

Mauri, G., & Valsecch, A. (2012). Fast charging stations for electric vehicle: The impact on the 
MV distribution grids of the Milan metropolitan area. In Proceedings IEEE International 

Energy Conference and Exhibition (ENERGYCON). Florence. Retrieved from 
http://ieeexplore.ieee.org/stamp/stamp.jsp?arnumber=6347725 

Mcdonald, S. (2012). Practical issue with implementing smart chraging, NAREC. In e-Mobility 

project, NSR Programme. UK. 

McNally, M. (2007). The Four Step Model. In H. and Button (Ed.), Handbook of Transport 

Modeling (2nd ed.). Pergamon. 

Medeiros, V., & Trigueiro, E. (2001). Disneyfication Now? Assessing Spatial Correlates for 
Heritage Preservation in Natal. In The 3rd International Space Syntax Symposium. 
GeogiaTech, Atlanta, USA. 

Meier-Eisenmann, E., Moreni, G., & Simon, G. (2001). The utilization of recharging stations and 
reserved parking places. Swiss Energy. 

Michaelis, L. (1996). GHG mitigation in the transport sector. Energy Policy, 2(10-11), 969–984. 

Middleton, N. (2014). EV Trial Project. Retrieved from 
http://evfleetworld.co.uk/news/2014/Nov/EV-trial-project-seeks-new-
participants/0438017402 

Mike. (2013). Multivariate Analysis. Texas. Retrieved from 
http://free.ebook5.org/m/multivariate-analysis---university-of-north-texas-w3233.html 

Milligan, G. . (1996). Clustering validation: results and implications for applied analyses. 
Clustering and Classication, 341–375. 

Mom, G. (2004). The Electric Vehicle: Technology and Expectations in te Automobile Age. . The 
John Hopkins University Press. 

Montclair State University. (2013). STATISTICAL CONSULTING PROGRAM. Retrieved 
January 01, 2014, from http://pages.csam.montclair.edu/~mcdougal/SCP/D_types.htm 

Mooi, E. ., & Sarstedt, M. (2011). Cluster Analysis. In A Concise Guide to Market Research (p. 
237). Berlin Heidelberg: Springer-Verlag. doi:10.1007/978-3-642-12541-6_9 

Morton, C., Abable, J., Schuitema, G., & Nelson, J. (2012). Diffusion Analysis of the Emerging 
Market for Low Emission Vehicles. UTSG, (January). 



 382 

Morton, C., Schuitema, G., & Anable, J. (2011). Electric Vehicles: Will Consumers get charged 
up? Open University, Milton Keynes, 13. 

Mottram, C., Conroy, R., Turner, A., & Penn, A. (1999). Virtual beings: Emergence of 
population level movement behaviours from individual rule-sets. In The 2nd International 

Symposium on Space Syntax. Brasilia, Brazil. 

Murrain, P. (2013). Space Syntax: Comparison with alternative methods. Retrieved from 
http://www.spacesyntax.com/our-approach/why-space-matters/ 

Namdeo, A., Tiwary, A. and Dziurla, R. (2013). Spatial planning of public charging points using 
multi-dimensional analysis of early adopters of electric vehicles for a city region. 
Technological Forecasting and Social Change. doi:10.1016/j.techfore.2013.08.032 

Namey, E., Guest, G., Thairu, L., & Johnson, L. (2007). Data Reduction Techniques for Large 
Qualitative Data Sets. In A Field Manual (pp. 137–162). CA: Thousand Oaks, CA: Sage 
Publications. 

Nansai, K., Tohno, S., Kono, M., Kasahara, M., & Moriguchi, Y. (2001). Life-cycle analysis of 
charging infrastructure for electric vehicles. Applied Energy, 70(3), 251–265. 
doi:10.1016/S0306-2619(01)00032-0 

Narzisi, G. (2008). Agent-Based Modelling in RePast. USA: Courant Institute of Mathematical 
Sciences. 

Navicant. (2013). Electric Vehicle Consumer Survey: Consumer Attitudes, Opinions, and 
Preferences for Electric Vehicles and EV Charging Stations. Retrieved from 
http://www.navigantresearch.com/research/electric-vehicle-consumer-survey 

NCC. (2013). Interim Planning Guidance Developer Contribution Model: Outer City Residential 

Transport. Newcastle Upon Tyne, UK. Retrieved from 
https://www.newcastle.gov.uk/sites/drupalncc.newcastle.gov.uk/files/wwwfileroot/planning
-and-buildings/planning/outer_city_residential_transport.pdf 

NE1. (2009). NE1, Newcastle Business Improvement District. Retrieved from 
http://www.newcastlene1ltd.com/ 

Nettle, D. (2007). Personality: What Makes you the Way you Are (p. 304). Oxford: Oxford 
University Press. 

Neubauer, J., Brooker, A., & Wood, E. (2013). Sensitivity of plug-in hybrid electric vehicle 
economics to drive patterns, electric range, energy management, and charge strategies. 
Journal of Power Sources, 236, 357–364. doi:10.1016/j.jpowsour.2012.07.055 

Neumann, I., Cocron, P., Franke, T., & Krems, J. F. (2010). Electric Vehicle as A Solution For 
Grreen Driving in the Future? A Field Study Examining the User Acceptance of Electric 
Vehicles. In European Conference on human Interface Design for Intelligent Transport 

Systems. Berlin, Germany. Retrieved from https://www.tu-
chemnitz.de/hsw/psychologie/professuren/allpsy1/pdf/Neumann et al., 2010.pdf 

Newman, D., Donovan, G., Nieuwenhuis, P., Davies, H., & Wells, P. (2012). ENEVATE WP3 

Market Drivers in E-Mobility, Survey. UK. Retrieved from 
http://www.enevate.eu/activities/survey_results.pdf 

NG. (2011). NewcastleGateshead: One Core Strategy. Newcastle Upon Tyne, UK. Retrieved 
from 



 383 

https://www.gateshead.gov.uk/DocumentLibrary/Building/PlanningPolicy/NGCoreStrategy
/CoreStrategySept2011withCopyright.pdf 

Nicholas, M., Tal, G., & Woodjack, J. (2013). California Statewide Charging Survey : What do 

Drivers Want ?. Retrieved from http://pubsindex.trb.org/view/2013/C/1243070 

Nie, Y., & Ghamami, M. (2013). A Corridor-Centric Approach to Planning Electric Vehicle 
Charging Infrastructure. Transportation Research Part B, (57), 172–190. 

Nielsen, J., & Norman, D. (2014). The Definition of User Experience. In The Definition of User 

Experience. 

Nilsson, M. (2011). ELVIRA, Electric Vehicle: The Phenomenon of Range Anxiety (Vol. 1, p. 
16). Sweden: Lindholmen Science Park. 

Nissan. (2010). Nissan Leaf has 100-mile range--give or take 40 percent. CNET. Retrieved from 
http://reviews.cnet.com/8301-13746_7-20008319-48.html 

NissanLEAF. (2014a). Leaf Talk: Unofficial UK Nissan Leaf Owners Forum. Retrieved from 
http://www.leaftalk.co.uk/forum.php 

NissanLEAF. (2014b). New Nissan LEAF. Retrieved from 
http://www.nissan.co.uk/GB/en/vehicle/electric-vehicles/leaf.html?cid=psmGdNoX6Sw_dc 

Nkwenti, D. (2008). Movement Dynamics and Shopping Patronage: A Syntactic Profiling of 
Shopping Centers in Business Districts,. In S. Haq, S.; Hölscher, C.; Torgrude (Ed.), 
Movement and Orientation in Built Environments: Evaluating Design Rationale and User 

Cognition. 

Nomden, H., Greenwood, D., Horne, M., Muizelaar, T., & Thompson, E. M. (2009). Traffic 
Simulation in 3D World. Interdisciplinary Studies in the Built and Virtual Environment. 

Nordelof, A., Messagie, M., Tillman, A., Soderman, M., & Mierlo, J. (2014). Environmental 
impacts of hybrid, plug-in hybrid, and battery electric vehicles—what can we learn from 
life cycle assessment? International Journal of Life Cycle Assessment, 19, 1866–1890. 

Norman, D. (1988). The Design of Everyday Things. New York, US: Basic Books. 

Nowell, G. (2013). My Electric Avenue. Retrieved January 01, 2014, from 
http://myelectricavenue.info/my-electric-avenue-looking-100-neighbourly-drivers-trial-
electric-cars 

NSR. (2011). E-Mobility NSR-North Sea Region Electric Mobility Network (E-Mobility NSR) ,. 
Retrieved January 01, 2011, from http://e-mobility-nsr.eu/ 

OCED. (2010). Reducing transport Greenhouse Gas Emissions. Leipzig. Retrieved from 
http://www.internationaltransportforum.org/Pub/pdf/10GHGTrends.pdf 

OFAS. (2014). Electric Vehicle Charging Station Survey Report. Retrieved from 
http://www.doi.gov/ofas/upload/E-V-_Survey-_action_report_for_website_3-17-14_SD-
1.pdf 

OfficeOfNationalStatistics. (2013). UK National Statistics 2013. Retrieved from 
http://www.statistics.gov.uk/hub/index.html 



 384 

OLEV. (2011). Making the connection- The Plug-In Vehicle Infrastructure Strategy. United 

Kingdom: Office of Low Emissions Vehicles (OLEV). 

OLEV. (2013). Government funding for residential on-street charging for plug-in vehicles: a 
guide for members of the public. Retrieved from 
https://www.gov.uk/government/uploads/system/uploads/attachment_data/file/137855/stree
t-charging-plug-in-vehicles-guide.pdf 

Orsato, R. J. (2009). Sustainability Strategies When Does it Pay to be Green?. Basingstoke: 
INSEAD Business Press. 

Osmundson, J., Huynh, T., & Langford, G. (2008). Emergent Behavior in Systems of Systems. 
INCOSE. Retrieved from http://faculty.nps.edu/thuynh/Conference Proceedings 
Papers/Paper_14_Emergent Behavior in Systems of Systems.pdf 

Ozaki, R. ., & Sevastyanova, K. (2013). Going Hybrid: An Analysis of Consumer Purchase 
Motivations. Energy Policy, 39, 2217–2227. doi:10.1016/j.epol.2010.04.024 

Pardo, C., Jiemian, Y., Hongyuan, Y., & Mohanty, C. (2012). Shanghai Manual-A Guide for 

Sustainable Urban Development in the 21st Century-Chapter 4: Sustainable Urban 

Transport. Retrieved from 
http://www.un.org/esa/dsd/susdevtopics/sdt_pdfs/shanghaimanual/Chapter 4 - Sustainable 
urban transport.pdf 

Paruchuri, P., Pullalarevu, A. R., & Karlapalem, K. (2002). Multi agent simulation of 
unorganized traffic. In the First International Joint Conference on Autonomous Agents and 

Multi-Agent Systems (AAMAS) (Vol. 1, pp. 176–183). Bologna, Italy. 

Pasaoglu, G., Fiorello, D., Martino, A., Scarcella, G., Alemanno, A., Zubaryeva, Z., & Thiel, C. 
(2012). Driving and parking patterns of European car drivers- a mobility survey. Italy. 
Retrieved from 
http://setis.ec.europa.eu/system/files/Driving_and_parking_patterns_of_European_car_driv
ers-a_mobility_survey.pdf 

Pasaoglu, G., Fiorello, D., Martino, A., Zani, L., Zubaryeva, A., & Thiel, C. (2014). Travel 
patterns and the potential use of electric cars – Results from a direct survey in six European 
countries. Technological Forecasting and Social Change. 
doi:10.1016/j.techfore.2013.10.018 

Pasaoglu, G., Zubaryeva, A., Fiorello, D., & Thiel, C. (2013). Analysis of European mobility 
surveys and their potential to support studies on the impact of electric vehicles on energy 
and infrastructure needs in Europe. Technological Forecasting and Social Change. 
doi:10.1016/j.techfore.2013.09.002 

Pearre, N., Kempton, W., Guensler, R., & Elango, V. (2010). Electric vehicles: How much range 
is required for a day’s driving? Transportation Research Part C, 19. Retrieved from 
http://ac.els-cdn.com/S0968090X1100012X/1-s2.0-S0968090X1100012X-
main.pdf?_tid=38f0670c-d75f-11e4-8061-
00000aacb361&acdnat=1427776650_33ccc5377aa3882389df099eeb892f88 

Penn, A. (2003). Space Syntax and Spatial and Cognition Or Why the Axial Line? Environment 

and Behaviour, 35(1), 30–65. 

Penn, A., Hillier, B., Banister, D., & Xi, J. (1998). Configurational modelling of urban movement 
networks. Environment and Planning B: Planning and Design, 25, 59–84. 



 385 

Peponis, J., Dalton, R., Wineman, J., & Dalton, N. (2003). Path, Theme and Narrative in Open 
Plan Exhibition Settings. In In the 4th International Space Syntax Symposium. London, UK. 

Peponis, J., Dalton, R., Wineman, J., & Dalton, N. (2004). Measuring the Effects of Layout Upon 
Visitors’ Spatial Behaviors in Open Plan Exhibition Settings. Environment and Planning B: 

Planning and Design, 31(3), 453 – 473. doi:10.1068/b3041 

Peters, A., Agosti, R., & Ryf, B. (2011). Electric mobility – a survey of different consumer 
groups in Germany with regard to adoption, 983–994. 

Pierre, M., Jemelin, C., & Louvet, N. (2011). Driving an Electric Vehicle. A Sociological 
Analysis on pioneer Users. Energy Efficiency in Transport and Mobility, 4(4), 511–522. 
doi:10.1007/s12053-011-9123-9 

Piggott, A. (2014). Case Study: Your Homes Newcastle. Retrieved from 
http://www.elmev.co.uk/category/case-studies/ 

Pike, B. Y. E. (2012). Calculating Electric Drive Vehicle Greenhouse Gas Emissions. 

Pilkington, A., & Dyerson, R. (2006). Innovation in disruptive regulatory environments: A patent 
study of electric vehicle technology development. Innovation Management, 9(1), 79–91. 

Polimeni, A., Russo, F., & Vitetta, A. (2010). Demand and routing models for urban goods 
movement simulation. Europeam Transport, 46, 3–23. Retrieved from 
https://www.openstarts.units.it/dspace/bitstream/10077/6162/1/46D_PolimeniRusoVitetta.p
df 

Potoglou, D., & Kanaroglou, P. S. (2007). Household Demand and Willingness to Pay for 
Alternative Fuelled Vehicles. Transportation Research Part D, 12(April), 264–274. 

Preece, J., Rogers, Y., & Sharp, H. (2015). Interaction Design (4th ed., p. 570). Wiley. 

Prescott, A. (2012). Charge Your Car to share strategy for electric vehicle recharging. Retrieved 
from http://www.smmt.co.uk/2012/07/charge-your-car-to-share-strategy-for-electric-
vehicle-recharging-at-lcv2012/ 

Proost, S. (2000). Climate change, urban air problems and transport policy in the European 
Union. Integrated Assessment, 1(2), 145–156. 

Propfe, B., Kryenberg, D., Wind, J., & Schmid, S. (2013). Market Penetration analysis of electric 
vehicles in the German passenger car market towards 2030. International Journal of 

Hydrogen Energy, (38), 5201–5208. 

PRP. (2012). Demand for Electric Vehicle Charging Stations. Seattle. 

Quigley, J. M. (2008). Program on Housing and Urban Policy: Urban Economics (p. 6). 

R, S., Tomás, G., Momber, I., Abbad, M., & Sánchez, Á. (2011). Regulatory framework and 
business models for charging plug-in electric vehicles: Infrastructure, agents, and 
commercial relationships. Energy Policy, 39(10), 6360–6375. 
doi:10.1016/j.enpol.2011.07.037 

Raab, A. (2011). MERGE Project: Mobile Energy Resources in Grids of Electricity, (September), 
1–57. 



 386 

Raffo, D., & Kellner, M. (2000). Empirical analysis in software process simulation modeling. 
Systems and Software, 53, 31–41. 

Rahim, S. (2010). Can America Lead the Global Electric Car Industry? Retrieved from 
http://www.scientificamerican.com/article.cfm?id=can-america-lead-the-global-electric-car-
industry 

Raia, J. (2014). Range Anxiety still Deterent in Electric Car Sales. 

Rao, A., & Georgeff, M. (1991). Modeling Rational Agents within a BDI-Architecture. In 
Knowledge Representation and Reasoning. 

RAoE. (2010). Electric Vehicles: Charged with Potential. London, UK. Retrieved from 
http://www.raeng.org.uk/publications/reports/electric-vehicles 

Ratti, C. (2004). Urban texture and space syntax: some inconsistencies. Environment and 

Planning B: Planning and Design, 31, 12. doi:10.1068/b3019 

Rauh, N., Franke, T., & Krems, J. F. (2014). Understanding the impact of electric vehicle driving 
experience on range anxiety. Human Factors: The Journal of the Human Factors and 

Ergonomics Society. 

Rebate. (2013). California Plug-in Electric Vehicle Driver Survey Results. 

Rencher, A. (2002). Methods of Multivariate Analysis (Second Edi, p. 727). Canda: A Wiley-
Interscience publication. 

Rio, F. (2012). Promoting Electric Vehicle Deployment in America : A Policy Analysis 
Promoting Electric Vehicle Deployment in America : A Policy Analysis. 

Robinson, A. P., Blythe, P. T., Bell, M. C., Hübner, Y., & Hill, G. A. (2013). Analysis of electric 
vehicle driver recharging demand profiles and subsequent impacts on the carbon content of 
electric vehicle trips. Energy Policy, 61, 337–348. doi:10.1016/j.enpol.2013.05.074 

Robinson, S. (2007). Conceptual modelling for simulation Part II: a framework for conceptual 
modelling. Journal of the Operational Research Society, 59(3), 291–304. 
doi:10.1057/palgrave.jors.2602369 

Robinson, S. (2008). Conceptual modelling for simulation Part I: definition and requirements. 
The Operational Research Society, 1(59), 278–290. Retrieved from 
http://wrap.warwick.ac.uk/30324/ 

Rodriguez, J. (2010). Smart Grid Insights : V2G (p. 73). USA. Retrieved from 
http://www.zigbee.org/Home/SearchResults.aspx?q=smart+grid+insights 

Rogers, E. M. (1963). Diffusion of Innovations (1th ed.). New York, US: Free Press. Retrieved 
from http://www.enablingchange.com.au/Summary_Diffusion_Theory.pdf 

Rolim, C., Baptita, P., & Farias, T. (2014). Electric Vehicle Adopters in lisborn: Motivation, 
Utilization, Patterns and Environment Impacts. EJTIR, 14(3), 229–243. 

Rosenbaum, S. (2002). Usability in Practice: Field Studies. In CHI Conference, Usability in 

Practice session Field Studies—Evolution and Revolution. Retrieved from 
http://www.teced.com/PDFs/Chi2002.pdf 

Ruddock, L. (1995). Qualitative Methods for the Built Environment. Warrington. 



 387 

Sahran, Z. (2013). Understanding Electric Car Owners & Potential Electric Car Owners. 

Salkind, N. (2011). Statistics for People Who Think They Hate Statistics (4th ed.). London, UK: 
SAGE. 

Sandalow, D. (2009). Plug-in Electric Vehicles: What Role for Washington?. Washington, D.C.: 
Brookings Institution Press. 

Sarjoughian, H. ., Sarjoughian, H., & Dongping, H. (2005). A Multi-Formalism Modeling 
Composability Framework: Agent and Discrete-Event Models. Ninth IEEE International 

Symposium on Distributed Simulation and Real-Time Applications, 249–256. 
doi:10.1109/DISTRA.2005.4 

Sathaye, N., & Kelley, S. (2013). An approach for the optimal planning of electric vehicle 
infrastructure for highway corridors. Transportation Research Part E: Logistics and 

Transportation Review, 59, 15–33. doi:10.1016/j.tre.2013.08.003 

Schaeffer, S. (2007). Graph Clustering. Computer Science Review, 27–64. Retrieved from 
https://s3-us-west-2.amazonaws.com/mlsurveys/13.pdf 

Schäfer, A., & Dray, L. (2011). TOSCA Project ( Technology Options and Strategies for 

Climate-friendly trAnsport) Final Report:, description of the Main S&T 

Results/Foregrounds (p. 29). Cambridge, UK: TOSCA consortium: University of 
Cambridge, Deutsches Biomasseforschungszentrum (DBFZ), Ecorys, ETH ( Swiss Federal 
institute of Technology Zurich, KTH Royal Institute of Technology, National Technical 
University of Athens, PSI (Paul Scherrer Institute). Retrieved from 
http://www.toscaproject.org/documents.html 

Schelhorn, T. (1999). Streets: An agent based Pedestrian Model. CASA, UCL. 

Schiessl, C. (2006). Stress and Strain While Driving. Public Perception and Acceptance of 

Electric Vehicles. Braunschweig. 

Schroeder, A., & Traber, T. (2012). The economics of fast charging infrastructure for electric 
vehicles. Energy Policy, 43, 136–144. doi:10.1016/j.enpol.2011.12.041 

Scott, J., Kehoe, C., Boone, J., Chiladakis, L., Paauwe, G., & Baroody, J. (2010). Workplace 
Charging. Retrieved January 01, 2015, from http://www.pevcollaborative.org/workplace-
charging 

Sebastion, W., Tobias, B., & Dirk, N. (2014). Smart City Planning-Developing an Urban 
Charging Infrastructure for Electric Vehicles. In The 22nd European Conference on 

Information Systems (pp. 1–15). Tel Aviv. Retrieved from http://ecis2014.eu/E-
poster/files/0736-file1.pdf 

Sheffi, Y. (1985). Urban Transportation Networks: Equilibrium Analysis with Mathematical 

Programming Methods. Prentice-Hall, INC., Englewood Cliffs, New Jersey. Retrieved from 
http://web.mit.edu/sheffi/www/selectedMedia/sheffi_urban_trans_networks.pdf 

Shiau, C., Samaras, C., Hauffe, R., & Michalek, J. (2009). Impact of battery weight and charging 
patterns on the economic and environmental benefits of plug-in hybrid vehicles. Energy 

Policy, 37(7), 2653–2663. doi:10.1016/j.enpol.2009.02.040 

Shin, J., Hong, J., Jeong, G., & Lee, J. (2012). Impact of electric vehicles on existing car usage: 
A mixed multiple discrete–continuous extreme value model approach. Transportation 



 388 

Research Part D: Transport and Environment, 17(2), 138–144. 
doi:10.1016/j.trd.2011.10.004 

Shukla, A., Pekny, J., & Venkatasubramanian, V. (2011). An optimization framework for cost 
effective design of refueling station infrastructure for alternative fuel vehicles. Computers 

& Chemical Engineering. Retrieved from 
http://www.sciencedirect.com/science/article/pii/S0098135411001086 

Sierzchula, W., Bakker, S., Maat, K., & Wee, B. (2014). The influence of financial incentives 
and other socio-economic factors on electric vehicle adoption. Energy Policy, 68, 183–194. 
doi:10.1016/j.enpol.2014.01.043 

Simpson, M. (2012). Mitigation of Vehicle Fast Charge Grid Impacts with Renewable and 
Energy Storage. In the 26th international Electric Vehicles symposium. Los Angeles. 
Retrieved from http://energy.gov/sites/prod/files/2014/03/f10/vss076_markel_2012_o.pdf 

Sindram, M., & Kolbe, T. (2014). Modeling of Urban Planning Actions by Complex 
Transactions on Semantic 3D City Models. In A. E. R. (Eds. . Daniel P. Ames, Nigel W. T. 
Quinn (Ed.), 7th International Congres on Environment Modelling and Software. Retrieved 
from http://www.iemss.org/society/index.php/iemss-2014-proceedings 

Singer, A. (2010). EV Infrastructure Specialist, BMW of North America. USA. Retrieved from 
http://www.rmi.org/Content/Files/BMW Mini-E Field Trial Results.pdf 

Skippon, S. (2011). Responses to battery electric vehicles: UK consumer attitudes and 
attributions of symbolic meaning following direct experience to reduce psychological 
distance. Transportation Research Part D-Transport and Environment. Retrieved from 
http://www.researchgate.net/publication/251669813_Responses_to_battery_electric_vehicle
s_UK_consumer_attitudes_and_attributions_of_symbolic_meaning_following_direct_exper
ience_to_reduce_psychological_distance 

Skippton, S., & Garwood, M. (2011). Responses to Battery Electric Vehicles: UK 
ConsumerAttitudes and Attributes of Symbolic Meaning Follwoing Direct Expreince to 
Reduce Psychological Distance. Transportation Research Part D, 16, 525–531. 

Small, K. A., José, A., & Gómez-Ibáñez, J. A. (2005). Urban transportation, Chapter 46 in: 
Handbook of Regional and Urban Economics, 3(1999), 1937–1999. 

SmartMove. (2010). Cenex Smart Move Trial,. Retrieved from 
www.cenex.co.uk/projects/electric-vehicle-trials/smart-move 

Smith, M. (1978). The Existance, Uniqueness, and Stability of Traffic Equilibria. Transportation 

Research, 13B, 295–304. 

Smith, M. K. (2008). Sustainable communities and neighbourhoods. Theory, policy and practice. 
Retrieved from www.infed.org/communities/sustainable_communities.html 

Smith, R., Shahidinejad, S., Blair, D., & Bibeau, E. (2011). Characterization of urban commuter 
driving profiles to optimize battery size in light-duty plug-in electric vehicles. 
Transportation Research Part D, 16, 218–224. Retrieved from 
http://www.sciencedirect.com/science/article/pii/S1361920910001318# 

Sperling, D., Delucci, M. A., & Davis, P. M. (1994). Future Drive: Electric Vehicles and 

Sustainable Transportation. Island. 



 389 

SPSS. (2007). SPSS Forecasting 17.0 Manual (p. 159). Chicago. Retrieved from 
http://www.docs.is.ed.ac.uk/skills/documents/3663/SPSSForecasting17.0.pdf 

SPSS. (2012). SPSS 21. Retrieved from http://www-01.ibm.com/software/uk/analytics/spss/ 

Steinhilber, S. ., Wells, J. ., & Thankappan, S. (2013). Socio-technical Inertia: Understanding the 
barriers to electric vehicles. Energy Policy, (60), 531–539. 

Stonor, T. (2011). From the City to the bedside. Stockholm, Sweden, London, UK. Retrieved 
from http://www.spacesyntax.com/downloads/presentations/ 

Stouffer, S. (1940). Intervening Opportunities: A Theory Relating Mobility and Distance. 
American Sociological Review, 5(6). Retrieved from http://www.students.uni-
mainz.de/jkissel/Skripte/Stouffer.pdf 

Strahan, D. (2012). Dump the Pump. NewScientist, 214(2865), 4. 

Strange, S., & Bayley, A. (2008). Sustainable Development: Linking economy, society, 

environment. Retrieved from http://www.worldresourcesforum.org/files/file/Full book.pdf 

Stroehle, P., Becher, S., Lamparter, S., Schuller, A., & Weinhardt, C. (2011). The impact of 
charging strategies for electric vehicles on power distribution networks. 2011 8th 

International Conference on the European Energy Market (EEM), (May), 51–56. 
doi:10.1109/EEM.2011.5952978 

Summala, H. (2005). Towards understanding driving behaviour and safety efforts. . In 
International Workshop on Modelling Driver Behaviour in Automotive Environments (pp. 
105–111). Ispra, Italy. 

Sweda, T. M. ;, & Diego, K. (2012). An Agent-Based Information System for Electric Vehicle 
Charging Infrastructure Deployment. Oslo, Sweden. 

SwitchEV. (2011). Switch EV trial Survey. Retrieved from 
http://www.surveymonkey.com/s/questionnaireforindividuals 

SwitchEV. (2013). SwitchEV Final Report. Newcastle Upon Tyne, UK. Retrieved from 
http://www.futuretransportsystems.co.uk/_diskcache/296-final-report-for-seminar.pdf 

Tallis, F., Davey, G. C. L., & Bond, A. (1994). The Worry Domains Questionnaire. In F. Tallis & 
G. C. L. Davey (Eds.), Worrying: Perspectives on Theory, Assessment, and Treatment. 
Chichester, UK: Wiley, J. 

Tan, Q., Wang, M., Deng, Y., Haiping, Y., Rao, R., & Zhang, X. (2014). The Cultivation of 
Electric Vehicles Market in China: Dilemma and Solution. Sustainability 2014, 6, 6, 5493–
5511. doi:10.3390/su6085493 

Tan, Y., Zhang, Z., & Li, J. (2012). An Optimised EV Charging Model Considering TOU Price 
and SOC Curve. IEEE Transportation on Smart Grid, 3(1), 388–393. Retrieved from 
http://power.engr.uconn.edu/files/2012/06/EV_TOU.pdf 

Tate, E. D., Harpster, M. O., & Savagian, P. (2008). The Electrification of the Automobile: From 

Conventional Hybrid, to plug-in hybrid, to extended-range electric vehicles. 

Thiel, C., Alemanno, A., Scarcella, G., Zubaryeva, A., & Pasaoglu, G. (2012). Attitude of 

European Car Drivers Towards Electric Vehicles: A Survey (pp. 1–28). Petten, The 
Netherlands. Retrieved from 



 390 

http://setis.ec.europa.eu/system/files/Attitude_of_European_car_drivers_towards_electric_v
ehicles-a_survey.pdf 

Thiel, C., Perujo, A., & Mercier, A. (2010). Cost and CO2 Aspects of Future Vehicle Options in 
Europe Under New Energy Policy Scenarios. Energy Policy, 38(11), 7142–7151. 

Thomas, D. (2010). Poll: Most Consumers Wary of Electric Cars’ Limited Range. Retrieved 
from http://content.usatoday.com/communities/driveon/post/2010/05/poll-most-consumers-
wary-of-electric-cars-limited-range/1 

Thomas, S. C. E. (2009). Transportation Options in a Carbon-constrained World: Hybrids, Plug-
in Hybrids, Biofuels, Fuel Cell Electric Vehicles, and Battery Electric Vehicles. Hydrogen 

Energy, 34, 9279–9296. 

Todd, J., Chen, J., & Clogston, F. (2013). Analysis of the Electric Vehicle Industry. Cleaning the 

Clean Energy (p. 101). USA. 

Tonks, D. (2009). Validity and the design of market segments. Journal of Marketing 

Management, 25(3-4), 341–356. 

Tonndorf, J. M., & Vorotovic, V. (2007). Visualisation of Traffic Behaviour Using 
Microsimulation Computer Simulation Models. Journal of Maps, 2007, 135–148. 

Trannois, H., Deleage, J., & LLeBrun, A. (1998). A MULTI-AGENT FRAMEWORK FOR CAR 
TRAFFIC SIMULATION. In 3rd International Conference on the Practical Application of 

Intelligent Agents and Multi-Agent Technology PAAM 98  . London, England: UC Berkeley 
Transportation Library. 

TRIP. (2014). Transport Research and Innovation Portal. Retrieved from http://www.transport-
research.info/web/themes/technology.cfm 

Troitzsch, K. G. (1997). Social Science Simulation: Origins, Prospects, Purposes. In R. 
Conte  Rainer Hegselmann and Pietro Terna (Ed.), Simulating Social Phenomena (pp. 41–
54). Berlin, Germany. 

Tsang, F., Pedersen, J., Oodling, S., & Potoglou, D. (2012). Bringing the electric vehicle to the 

mass market: a review of barriers, facilitators and policy interventions (p. 50). Cambrige, 
Uk. 

TUDelft. (2014). E-Mobility NSR: Comeprehensive Analysis of European Examples of Schemes 

for Frieght Electric Vehicles. 

Turner, A. (2000). Angular Analysis: a method for the quantification of space (p. 23). London, 
UK. 

Turner, A. (2001). Angular Analysis. In 3rd International Symposium on Space Syntax (pp. 1–
13). USA. 

Turner, A. (2003). Analysing the Visual Dynamics of Spatial Morphology. Environment and 

Planning B: Planning and Design, 30(5), 657–676. 

Turner, A. (2004). Depthmap 4: A Researcher’s Handbook, Barlett School, London. London, 
UK. 

Turner, A. ; (2007). From axial to road-centre lines. Environment and Planning B, 34, 539–555. 



 391 

Turner, A., & Dalton, N. (2005). A Simplified Route Choice Model Using the Shortest Angular 
Path Assumption. In Y. X. and D. G. Brown (Ed.), The 8th Inter. Conference on 

GeoComputation. USA. 

Turrentine, T., Lee-Gosselin, M., Kurani, K., & Sperling, D. (1992). A Study of Adaptive and 
Optimizing Behaviour for Electric Vehicles based on Interactive Simulation Games and 
Revealed Behaviour of Electric Vehicle Owners. In World Conference on Transport 

Research. Retrieved from http://www.uctc.net/research/papers/130.pdf 

Turrentine, T., & Lentz, A. (2011). The UC Davis MINI E Consumer Study Authors. 

UKGOV. (2012). Social Media Use: Details of Highways Agency social media usage and 
policies. 

Ulk, R., Rud, S., Hesting, M., Petersen, J., & Nielsen, L. (2009). Anthropological field study in 

connection with the Etrans project. Antropologrene. Retrieved from 
https://intranet.dskd.dk/fileadmin/PDF/E-trans/etrans0_uk_samlet_web.pdf 

University of Edinburgh. (2013). EDINA. Retrieved January 01, 2013, from 
http://edina.ac.uk/maps/ 

USGBC. (2010). LEED ND. Retrieved from 
http://www.usgbc.org/DisplayPage.aspx?CMSPageID=148 

Valverde, S., & Sol’e, R. (2002). Self-organized critical traffic in parallel computer networks. 
Physica, A(312), 636–648. 

Verbeek, P., & Slob, A. (2006). User Behavior and Technology Development: Shaping 

Sustainable Relations Between Consumers and Technologies. (P. Verbeek & A. Slob, Eds.). 
Springer. 

Verwey, W. (2000). On-line driver workload estimation. EŒects of road situation and age on 
secondary task measures. Ergonomics, 43(2), 187–209. Retrieved from 
http://www.utwente.nl/bms/cpe/medewerkers_cpe/Verwey/Publicaties Prof. Dr. Ing. 
Willem Verwey/2000_verwey_ergonomics.pdf 

Villez, K., Gupta, A., Venkatasubramanian, V., & Rieger, C. (2011). Resilient design of 
recharging station networks for electric transportation vehicles. In 4th International 

Symposium on Resilient Control Systems (ISRCS) (pp. 55–60). Retrieved from 
http://ieeexplore.ieee.org/stamp/stamp.jsp?tp=&arnumber=6016089&isnumber=6016075 

Vyas, C., Hurst, D., & Gartner, J. (2011). PikeResearch: Electric Vehicle Consumer Survey 

Consumer Attitudes, Preferences, and Price Sensitivity for Plug-in Electric Vehicles and EV 

Charging Stations. Retrieved from http://www.navigantresearch.com/wordpress/wp-
content/uploads/2011/12/EVCS-11-Executive-Summary.pdf 

Wakenfield, E. H. (1998). History of the Electric Automobile Hybrid Vehicles. SAE 
International. 

Walsh, C., Carroll, S., Eastlake, A., & Blythe, P. (2010). Electric Vehicle Driving Style and Duty 

Variation Performance Study. CENEX: Electric Vehicle Driving Style and Duty Variation 

Performance Study. North East of England. Retrieved from http://www.cenex.co.uk/wp-
content/uploads/2013/06/Electric-vehicle-driver-and-duty-variation-performance-
study1.pdf 



 392 

Wang, X. (2005). Integrating GIS, simulation models, and visualization in traffic impact analysis. 
Computers Environment and Urban Systems, 29(4), 471–496. 
doi:10.1016/j.compenvurbsys.2004.01.002 

Warburton, D. (2013). Electric Vehicles is a ’ viable transport option in the NorthEast. Retrieved 
from http://www.journallive.co.uk/north-east-news/todays-news/2013/05/28/electric-
vehicles-a-viable-transport-option-in-the-north-east-61634-33392497/ 

Warth, J., Gracht, V., Heiko, A., & Darkow, I. (2012). A dissent-based approach for multi-
stakeholder scenario development — The future of electric drive vehicles. Technological 

Forecasting and Social Change. doi:10.1016/j.techfore.2012.04.005 

Wedel, M., & Kamakura, W. A. (2000). Market Segmentation: Conceptual and Methodological 

FoundationsM. (2nd ed., p. 382). Norwell, MA: Kluwer Academic Publishers,. 

Wee, B. V, Maat, K., & De Bont, C. (2012). Improving Sustainablity in Urban Areas. European 

Planning Studies, 20(1), 95–110. 

Westbrook, R. A. (1987). Product/Consumption-based Affective Responses and Post Purchase 
Processes. Marketing Research, 24, 258–270. 

Wiesenthal, T., Leduc, G., Köhler, J., Schade, W., & Schade, B. (2010). Research of the EU 

automotive industry into low-carbon vehicles and the role of public intervention. 

Wills, M. (1986). GRAVITY-OPPORTUNITIES TRIP DISTRIBUTION MODEL, 208(2), 89–
111. 

Wineman, J., & Peponis, J. (2010). Constructing Spatial Meaning Spatial Affordances in 
Museum Design. Environment and Behavior, 42(1), 86–109. Retrieved from 
http://eab.sagepub.com/content/42/1/86.full.pdf+html 

Wirges, J., & Linder, K. (2012). Modelling the Development of the Regional Charging 
Infrastructure for Electric Vehicles in Time and Space. Eurpean Journal of Transport and 

Infrastructure Research, 4(12), 391–416. 

Woodcock, J. e. a. (2009). Health and Climate Change 2: Public health benefits of strategies to 
reduce greenhouse-gas emissions: urbal land transport. The Lancet, 376, pp. 1930–1943. 
doi:10.1016/S0140-6736(09)61753-0 

Wooldridge, M. (2002). An Introduction to Multi Agent Systems. John Wiley & Sons Inc. 
Retrieved from http://coltech.vnu.edu.vn/httt/media/courses/AI++/Tai lieu/TLTK.pdf 

Xi, X., & Sioshansi, R. (2013). Deployment of Public Plug-In Electric Vehicle (PEV) Stations in 

Mid-Ohio Region. 

Xi, X., Sioshansi, R., & Marano, V. (2013). A Simulation–optimization model for location of a 
public electric vehicle charging infrastructure. Transportation Research Part D: Transport 

and Environment, 22(Xiaomin Xi), 60–69. doi:10.1016/j.trd.2013.02.014 

Xia, Q. (2005). An Application of Optimal Transport Paths to urban Transport Network. 
AIMsciences, 2005(1), 904–910. Retrieved from 
https://www.math.ucdavis.edu/~qlxia/Research/network.pdf 

Xu, H., Miao, S., Zhang, C., & Shi, D. (2013). Optimal placement of charging infrastructures for 
large-scale integration of pure electric vehicles into grid. International Journal of Electrical 

Power & Energy Systems, 53, 159–165. doi:10.1016/j.ijepes.2013.04.022 



 393 

Xu, K., Yi, P., & Kandukuri, Y. (2013). Location Selection of Charging Stations for Battery 
Electric Vehicles. International Journal in Engineering Research and Science and 

Technology, 2(3), 15–23. 

Yamagata, Y. (2013). Community-based Resilient Electricity Sharing : Optimal Spatial 
Clustering. In Dependable Systems and Networks Workshop (DSN-W), 2013 43rd Annual 

IEEE/IFIP Conference (pp. 1–8). IEEE. 

Yarrow, A. (2009). An Electric Vehicle Delivery Plan for London. London, UK. Retrieved from 
http://www.london.gov.uk/mayor/priorities/transport/electric-vehicles.jsp 

Zhang, L., Brown, T., & Samuelsen, S. (2013). Evaluation of charging infrastructure 
requirements and operating costs for plug-in electric vehicles. Journal of Power Sources, 
240, 515–524. doi:10.1016/j.jpowsour.2013.04.048 

Zhang, L., Xu, W., & Li., M. (2009). Co-Evolution of Transportation and Land Use: Modeling 

Historical Dependencies in Land Use and Transportation Decision-Making (p. 78). USA. 
Retrieved from http://ntl.bts.gov/lib/33000/33800/33840/OTREC-RR-09-08_Final.pdf 

Zheng, J., Mehndiratta, S., Guo, J. Y., & Liu, Z. (2012). Strategic policies and demonstration 
program of electric vehicle in China. Transport Policy, 19(1), 17–25. 
doi:10.1016/j.tranpol.2011.07.006 

Ziefle, M., Leusmann, S., Kasugai, K., & Schwalm, M. (2014). Public Perception and 
Acceptance of Electric Vehicles: Exploring Users’ Perceived Benefits and Drawbacks. In 
A. Marcus (Ed.), DUXU, Part III (pp. 628–639). 

Zubillaga, F. (2013). Interview with Hybrid Bus Driver. SmartCEM, (4), 1–7. Retrieved from 
http://www.smartcem-project.eu/download/newsletters/smartcem_nl_04_dec_final_hr.pdf 

 

 



Appendix A 

Thesis: To Understand, Model and Design E-Mobility in its Urban Context        

 

                                                             

1 

Appendix A:  Assessment and Planning Guidelines 

                                 Users real   information based [empirical]                                                              Potential  user information based OR [Secondary]   

[1] Spatial  Variables 
OFF and ON Street 

Design configuration values of the existing RFs  locations 

Integration  

Connectivity 

Traffic Counts 

Traffic Counts 

Distance from Centers 

Design configuration values of candidate location to be calculated via 

DepthMap as indicated in the figure 

 

Figure 1: calculating configurational values  

[2] Input Data 

Real information about users Domestic charging records and patterns. Interviewing current users 

(reaching end user is problematic and will take time) 

[3] More variables to be considered 
Traffic Analysis: Congestion 

Users home address Charging Pattern: Maximum time spent and minimum time 

spent in each period of time (Morning, Afternoon, Evening and Night) 

Other means of transports (buses) 

Traffic Analysis: Congestion 

Other means of transports ( buses) 
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Users real   information based [empirical]                                                            Potential  user information based OR [Secondary]  

[4] Behavioral  Variables 

Behavioural Variables 

Number of users, Number of transactions, Average time Spent, Most 

Frequent Time, Total Energy Used, Public Awareness 

Taking the same approach of conducting a visual survey (potential 

users/ questionnaire (users) as indicated in the figure 

 

 
 

Figure 2: Spatial survey (identified RF’s locations) 

Using the same research method 

Survey based study: Questioning potential users in the given areas 

(taking the same approach of conducting a visual questionnaire) about 

their prospective preference in the case of owning an EV. 

Public Awareness of potential location of charging points 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 3: Spatial survey (unidentified RF’s locations) 

OR Use some records of other alternative means of transport if any 

(natural gas charging pattern) The use of secondary data (Newcastle) 
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                       Users real   information based [empirical]                                                            Potential  user information based OR [Secondary] 

[5] Clustering Analysis  
Analysis will be based on both spatial and behavioral attributes as illustrated in 

the figure. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Figure 4: Variables  

Analysis will be based on both spatial and behavioral attributes without 

empirical data of: Average time spent, most frequent time, no. of users and 

no. of transactions. In this case, secondary data may be used.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Figure 5: More Variables 

[6] Regression Model 
Analysis will be based on both spatial and behavioral attributes. Total Energy will 

be the Dependent variable  

 

Option 1: Execute the second part of the regression model where only the 

spatial variables are included.  

OR Option 2: Use both urban context variables (spatial attributes) of the given 

area and use the secondary data of a similar EV system.  
*Newcastle (Organic city) records cannot be replicated in State College (Grid based 

city) 
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                                 Users real   information based [empirical]                                                            Potential  user information based OR [Secondary]    

[7]  Simulation Modeling  

Refer to chapter 8, the use of Simulation Paragon 1 or 2. This depends on the 

objective. (1) Activate or Deactivate, and  (2) Usage Calculator 

 
Figure 6: Execution_Anylogic (Activate and Deactivate) 

Refer to Chapter 8, the use of Simulation Paragon 1:  

Candidate locations ( Gaps in the infrastructure) 

 
Figure 7: Execution_Anylogic (deploy and avoid) 
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                                 Users real   information based [empirical]                                                            Potential  user information based OR [Secondary]    

[8] Indications for Stakeholders and Possible Replication 

Updates on the Critical Charging Corridors 

- As per advised by the Traffic Management, updates on the main 

corridors of charging would help Traffic planning and 

management monitor the network and update the system with 

alternative means of transport impact on the network. 

Updates on Charging Points availability 

- Users would need updates on the availability of the charging 

points in their vicinities (avoid CP# 20009 between 12:00 and 

2:00, charge at CP# 20007 from 3:00-5:00 otherwise you pay 

after 5:00 PM for parking).  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figure 8: mapping updates for traffic monitoring 

Updates on Charging time  

- For smart grid records and peak time ( smart charging initiative) 

After carrying out the simulation model, identifying the urban cores 

alongside the suggested locations by local authorities and policy makers, 

these locations are to be mapped.  

 
Figure 9: Initial schematic design of RFs location allocation and spatial 

configurations 

 

Preference is made for OFF Street locations with high values of integration 

and relatively known by public.  

OR ON Street locations with higher values of integration and connectivity, 

and also with high tendency that public will spatially recognize it.  

A prototype is to proposed for each RF as per the following figure. 
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