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Povzetek

Z danaSnjo tehnologijo je mogocCe preprosto neprekinjeno zbiranje podatkov. Kljub temu
predstavlja pridobivanje znanja iz potencialno neskonénih podatkovnih tokov odprt problem.
Zaradi doloc¢enih omejitev morajo biti metode za procesiranje podatkov dobro zasnovane,
prostorsko ucinkovite, racunsko enostavne in hitre. Pogosto se analiza opravi na fiksni
zgodovini podatkovnega toka, ki je doloc¢ena z drseim oknom. Kvaliteto napovedi algoritmov
obi¢ajno ocenimo glede na njihovo povprecno to¢nost. Vendar, ko imamo opravka s podatki v

realnem casu, je lahko prav tako pomembna zanesljivost izhodnih vrednosti.

V diplomskem delu obravnavamo ocenjevanje zanesljivosti posameznih napovedi pri uenju
na podatkovnih tokovih. Raziskali smo razlicne metode, ki tvorijo intervalne ocene
zanesljivosti s pristopom maksimalnega verjetja, stremljenja in lokalnih okolic, za delo na

neprekinjenih dinamicnih podatkih.

Metode smo implementirali z razlicnimi algoritmi strojnega ucenja in jih preizkusili na ve¢
realnih in umetnih regresijskih problemih pri razli¢nih velikostih drse€ega okna. UspeSnost
intervalnih cenilk smo ovrednotili z ocenami pokrivna verjetnost, relativni povprecni napovedni
interval in kombinirana statistika. Primerjali smo izvajalne ¢ase u¢nih algoritmov z in brez ocen
zanesljivosti ter dosezene tocnosti napovedi pri enakih Casovnih omejitvah. Rezultate

analiziramo tudi vizualno.

Kljucne besede: strojno ucenje, ocenjevanje zanesljivosti, napovedni intervali, podatkovni

tokovi, regresija, napovedovanje






Abstract

Title: Reliability estimation of regressional predictions on data streams

With today's technology it is easy to collect data continuously. Still, how to extract knowledge
from potentially infinite data streams remains an open problem. Because of specific constraints,
stream processing methods have to be well designed, space-efficient, computationally simple
and fast. Typically, data analysis is done on a fixed history of the data stream defined by a
sliding window. We usually define the quality of predictions by their average accuracy.
However, when dealing with real-time data it can be also important to know the reliability of

the models’ output values.

In this thesis we deal with online reliability estimation of individual predictions on data streams.
We consider different interval reliability estimators based on maximum likelihood, bootstrap

and local neighborhood approach for working on continuous dynamic data.

We implement these methods on different regression models and test them on several real and
artificial regression problems with various sizes of the sliding window. Performance of the
interval estimates are evaluated using the estimates of prediction interval coverage probability,
the relative mean prediction interval and the combined statistic. We compare the execution
times of learning algorithms with and without the reliability estimates as well as their prediction

accuracy when given the same time constraint. We also analyze results visually.

Keywords: machine learning, reliability estimation, prediction intervals, data stream,

regression, predicting






Poglavje 1 Uvod

V obliki podatkovnih tokov se dnevno generira ogromna koli¢ina podatkov. Viri so lahko
komunikacijska omreZzja, internetni promet, spletne transakcije, nadzorni sistemi, industrijski
procesi ali druga dinami¢na okolja. Samodejno pridobivanje znanja je zahtevna naloga zaradi
Stevilnih omejitev pri delu s podatkovnimi tokovi. Posledi¢no napovedni modeli podajo manj

zanesljiv odgovor.

Da bi odkrili zakonitosti ali vzorce iz podatkovnih tokov, so potrebne dobro zasnovane metode
ucenja. Mnogo ucnih algoritmov strojnega ucenja je mogoce prilagoditi za delo z ne-stati¢nimi
podatki. Ko imamo opravka s potencialno neskonc¢nim tokom podatkov, je pogost pristop
uporaba drsecih oken, kjer upostevamo le omejeno Stevilo preteklih primerov za uc¢enje novih
modelov. Naprednejsi inkrementalni algoritmi lahko upostevajo celotno zgodovino in kljub

temu ostajajo prostorsko in ¢asovno ucinkoviti.

Navadno nas zanima to¢nost njihovih napovedi, vendar je njihova zanesljivost lahko enako ali
celo bolj pomembna. Razvite so Stevilne metode za ocenjevanje zanesljivosti posameznih
napovedi. V diplomski nalogi smo se osredotocili na intervalne ocene zanesljivosti, ki podajo
napoved v obliki napovednih intervalov. Negotovost v napovedi modelov je lahko posledica

razli¢nih omejitev dela s podatkovnimi tokovi, ki jih opisujemo v nadaljevanju.

1.1 Domena uc€enja

Obicajna paketna obdelava podatkov [22] je zelo ucinkovita pri obdelavi podatkov velikega
obsega, kjer imajo sistemi dostop do celotnega nabora podatkov in Cas procesiranja ni
pomemben. Nasprotno pa obdelava podatkovnih tokov vkljucuje stalen, potencialno neomejen
dotok podatkov. V mnogih primerih je koli¢ina podatkov prevelika za shranjevanje v
pomnilniku in z vecanjem volumna je te nemogoce prebrati ve¢ kot enkrat. Ko je primer

obdelan, je zavrzen ali arhiviran - shranjen v pomnilniku, ki je dosti man;jsi od velikosti vhoda.

Vhodni podatki prihajajo zelo hitro in z razliénimi stopnjami posodabljanja. U¢ni algoritem
nima vpliva na vrstni red primerov, ki jih vidi, zato mora model posodobiti sproti, ko obdela

posamezen primer. Dodatna zaZelena lastnost je, da lahko model poda napoved v vsakem
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trenutku, tudi v fazi u¢enja. Da se podatki lahko obdelajo in analizirajo v skoraj realnem casu,

so izracuni preprosti. Zaradi hitrih odlocitev so odgovori priblizni.

Pogosto se podatki spreminjajo skozi ¢as na nepredvidljive nacine, kar lahko privede do
spremembe ciljnega koncepta [15] in [4]. To predstavlja tezavo, saj napovedi s Casom postanejo
manj to¢ne. Modele za napovedovanje na podatkovnih tokovih je mogoce zgraditi in posodobiti
z uporabo razli¢nih pristopov. Periodicni pristop pomeni model ponovno nauciti po dolocenem
Casu, inkrementalni pristop pa posodobiti model vsaki¢ ob prihodu novega podatka. Tretji,
reaktivni pristop, pomeni spremljati spremembe in model zgraditi ponovno, ko ta ve¢ ne ustreza

podatkom.

Algoritme za obdelavo podatkovnih tokov lahko ovrednotimo glede na hitrost izvajanja, porabo
prostora in to¢nost njihovih napovedi. Za nas je poleg uspesnosti ocen zanesljivosti pomembna

predvsem Casovna zahtevnost metod.

1.2 Predznanje

V tem razdelku na kratko opiSemo nekatere pristope in tehnike, ki jih uporabljajo obravnavane

metode za ocenjevanje zanesljivosti.

Pristop drsecih oken temelji na predpostavki, da je koristneje uporabiti novejSe kot starejse
podatke [4]. Obdelava podatkov se izvaja le na fiksni zgodovini podatkovnega toka.
Najpreprostejs$i nacin je uporaba okna fiksne Sirine, pri katerem upostevamo le zadnjih w
najnovejSih primerov shranjenih v pomnilniku. V tem pogledu se okno obnasa podobno kot
podatkovna struktura prvi noter, prvi ven (FIFO). Drse¢a okna so tudi tehnika pozabljanja starih

informacij.

Taylorjeva razsiritev (angl. Taylor expansion) je metoda aproksimacije neskon¢no odvedljive
funkcije okoli dane tocke x, kot neskon¢na vsota njenih visjih odvodov [2]. V majhni okolici
tocke x,, lahko na funkcijo f (x) gledamo kot na linearno funkcijo, zato pogosto opustimo ¢lene

vi§jega reda. Tako dobimo linearno Taylorjevo aproksimacijo prvega reda.

Metoda maksimalnega verjetja (angl. maximum likelihood estimation) je metoda za ocenjevanje
vrednosti enega ali veC parametrov statisticnega modela [25]. Namen metode MLE je najti
najbolj verjetne vrednosti porazdeljenih parametrov, ki najbolje ustrezajo opazovanim

podatkom. To naredi z maksimiziranjem vrednosti t.i. funkcije verjetja.



POGLAVJE 1. UVOD 3

Stremljenje (angl. bootstrapping) je statisti¢ni pristop, ki temelju na naklju¢nem vzoréenju z
vracanjem [12]. Omogoc¢a razmnoZevanje uc¢nih primerov s ponovnim vzoréenjem primerov,
ki smo jih ze videli. Tako generiramo nove mnozice, na katerih lahko izratunamo Zeleno

statistiko (npr. varianco) in ocenimo njeno porazdelitev.

1.3 Sorodne raziskave

Z analizo zanesljivosti posameznih napovedi na podatkovnih tokovih se ukvarjajo Stevilne
raziskave. V delu [32] so predstavljeni razli¢ni pristopi k podajanju tockovnih ocen
zanesljivosti regresijskih napovedi na podatkovnih tokovih. S prakti¢no uporabo teh cenilk na
sistemu za napovedovanje porabe elektriéne energije se ukvarjajo v [8]. Avtorji dela [7]
obravnavajo tudi nekatere metode za intervalno ocenjevanje zanesljivosti in jih uporabijo v

kombinaciji z najsodobnej$imi pristopi za prepoznavanje sprememb ciljnega koncepta.

1.4 Pregled vsebine

Diplomsko delo obsega Sest poglavij. V naslednjem poglavju na kratko predstavimo razlicne
regresijske napovedne modele strojnega ucenja. Omenimo tudi prilagoditve u¢nih algoritmov
za inkrementalno delo na podatkovnih tokovih. Tretje poglavje se osredoto¢a na metode za
intervalno ocenjevanje zanesljivosti z napovednimi intervali. Na kratko jih predstavimo in
analiziramo njihovo ¢asovno zahtevnost. Opis problema in uporabljenih statistik za vrednotenje
intervalnih ocen zanesljivosti je podan v ¢etrtem poglavju. V petem poglavju podamo rezultate
testiranj in njihovo analizo. V zadnjem, Sestem poglavju, komentiramo rezultate ter podamo

naSe zakljucke in napotke za nadaljnje delo.






Poglavje 2 Napovedno modeliranje

Napovedno modeliranje poskusa najti matemati¢no razmerje med odvisno ciljno spremenljivko
in eno ali ve¢ neodvisnimi spremenljivkami (atributi). Cilj je analizirati trenutne podatke in

zgraditi model za napovedovanje prihodnjih 0z. neznanih izidov.

V splosnem lahko naloge strojnega ucenja razdelimo v dve glavni kategoriji, odvisno od Zelene
izhodne vrednosti naucenega sistema. Kadar ima ciljna spremenljivka diskretne vrednosti
govorimo o klasifikaciji. Podatki so razdeljeni v dva ali ve¢ razredov in naloga klasifikatorja
je, da dolo¢i eno (ali ve€) oznak razreda za vsak nov vhod. Pri regresiji je izhodna vrednost
zvezna. V splo$nem je lahko vrednost odvisne spremenljivke katerakoli realna vrednost. Cilj
napovednega modela je, da napove neznano vrednost ciljne spremenljivke kot funkcijo
atributov vhodnih podatkov. V tej diplomski nalogi smo se osredoto¢ili na regresijske
napovedne modele.

21 Regresijsko napovedovanje

Pri regresijskem napovedovanju izhajamo iz mnoZice opazovanj (x,,v;),i = 1..n, kjer so x,
vektorji diskretnih ali zveznih vhodnih vrednosti (atributov) in so y; zabeleZene vrednosti
ciljnih spremenljivk. Naloga u¢nega algoritma, da iz u¢nih primerov ¢im bolje oceni parametre

(ne)linearne regresijske funkcije, ki jo uporabi za napovedovanje novih primerov.

V nadaljevanju so opisani najbolj razsirjeni regresijski ucni algoritmi strojnega ucenja, ki jih je
mogoce prilagoditi za delo na podatkovnih tokovih. Zadnja dva predstavljena modela strojnega
ucenja, mreZa radialnih baznih funkcij in bagging, ne bomo preizkusili kot samostojne modele.

Omenimo jih, ker jih uporabljajo nekatere obravnavane metode za ocenjevanje zanesljivosti.

2.1.1 K-najbliZjih sosedov (kNN)

Algoritem k-najblizjih sosedov (angl. k-nearest neighbors) je primer lene metode ucenja.
Ucenje predstavlja le shranjevanje vseh u¢nih primerov v pomnilniku. Ko prispe nov primer,
algoritem poisce k ucnih primerov, ki so mu najbolj podobni (najblizji). V regresiji je obicajno
napoved povprec¢je vrednosti odvisnih spremenljivk k najblizjih sosedov. Alternativni pristop

je izraCun utezenega povpreCja glede na oddaljenost vsakega od k sosedov. Za zvezne
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spremenljivke je najpogosteje uporabljena mera Evklidska razdalja (angl. Euclidean distance)

v atributnem prostoru.

Najbolj preprost inkrementalni algoritem kNN, le shrani vsak nov primer. Z omejenim ¢asom
in pomnilnikom to ni mogoce. V vecini primerih velja, da so novejsi podatki bolj uporabni kot
starej$i, zato lahko uporabimo pristop drsecega okna, kjer ohranimo le zadnjih w primerov. Za
uporabo v posebnih aplikacijah so bile razvite bolj zapletene inkrementalne metode, ki so

predstavljene v [13] in [19].

2.1.2 Linearna regresija (LR)

Linearna regresija (angl. /inear regression) poskusa dolociti vrednost odvisne spremenljivke y

kot linearno kombinacijo vrednosti neodvisnih spremenljivk x; (vrednosti atributov):

Y(X) = o + B1x1 + foxz + - + BinXi (2.1

Naloga algoritma se je nauciti vrednosti regresijskih parametrov  (imenovani tudi utezi) tako,
da je napovedana vrednost ¢im blizje pravi vrednosti odvisne spremenljivke. Linearni
regresijski modeli najpogosteje za ocenjevanje vrednosti parametrov uporabljajo metodo
najmanj$ih kvadratov (angl. least squares), ki poskuSa minimizirati razlike med opazovanimi

(pravimi) vrednostmi y in napovedanimi vrednostmi .

Nasprotno od klasi¢nega pristopa, kjer poskusamo zmanjsati napako na celotni uéni mnozici
podatkov, razliice linearne regresije za sprotno ucenje, obravnavajo napako na vsakem
primeru posebej. Za delo na neprekinjenih podatkovnih tokovih so bili razviti u¢inkoviti
algoritmi linearne regresije, ki lahko v realnem ¢asu posodobijo parametre regresijske funkcije
[26] in [37].

2.1.3 Posploseni linearni model (GLM)

PosploSeni linearni model (angl. generalized linear model) predstavlja posploSitev linearne
regresije. V najenostavnejS$i obliki linearni model predpostavlja linearno odvisnost med
normalno porazdeljeno ciljno spremenljivko y in ve¢ neodvisnimi slu¢ajnimi spremenljivkami
x;. PosploSeni linearni model dovoljuje, da ima odvisna spremenljivka poljubno porazdelitev

in njen odziv na spremembe neodvisnih spremenljivk v osnovi ni linearen.
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Ciljna spremenljivka je z vhodnimi spremenljivkami povezana preko posebne povezovalne

funkcije (angl. link function) g:

V(X)) = g(Bo + Brx1 + Boxp + -+ BrXem) (2.2)

Ta podaja povezavo med linearno kombinacijo spremenljivk x; in pricakovano vrednostjo

ciljne spremenljivke.

Vrednosti parametrov so pridobljene z metodo maksimalnega verjetja (iz razdelka 1.2). S
pristopi, ki omogocajo sprotne posodobitve utezi, lahko posploseni linearni model uporabljamo

inkrementalno [11].

2.1.4 Regresijska drevesa (RT)

Regresijska drevesa (angl. regression trees) so vrsta odlo¢itvenih dreves, kjer lahko ciljna
spremenljivka zavzame zvezne ali urejene diskretne vrednosti. Odlocitveno drevo rekurzivno
deli mnozico primerov tako, da podobne primere grupira skupaj. V tej drevesni strukturi vsako
notranje vozlis¢e ustreza enemu od vhodnih atributov, medtem ko povezave predstavljajo
podmnozice njihovih vrednosti. Vsak list v regresijskih drevesih predpisuje regresijsko enacbo
(najpogosteje konstanto ali linearno funkcijo), ki iz vhodnih vrednosti primera napove izhodno

vrednost ciljne spremenljivke.

Vsaka pod od korena do lista ustreza konjunkciji pogojev vrednosti atributov. Odlocitvena
drevesa se obic¢ajno gradijo od zgoraj navzdol, tako da se na vsakem koraku izbere atribut, ki
po izbranem kriteriju najbolje razdeli mnoZico primerov. Razli¢ni u¢ni algoritmi uporabljajo

razliéne mere za ugotavljanje najboljse delitve.

Vecina algoritmov odlo€itvenih dreves za ucenje potrebuje celotno mnozico podatkov. Najbolj
preprost inkrementalni pristop je izgradnja novega drevesa, ko za vsak nov primer izvemo pravo
vrednost odvisne spremenljivke [34]. UcinkovitejSe metode omogocajo postopno
posodabljanje odlocitvenih dreves tako, da uporabijo le nove individualne primere za
prestrukturiranje dreves [39]. Uc¢ni algoritmi za sprotno ucenje odlocitvenih dreves so bili
prirejeni tudi za podatkovne tokove, ki se spreminjajo skozi ¢as [20] in [16].

2.1.5 Naklju¢ni gozdovi (RF)

Nakljuéni gozdovi (angl. random forests) so primer ucenja ansamblov (angl. ensemble
learning), ki zdruzuje napovedi ve€¢ modelov odlocitvenih dreves. Za izgradnjo posameznih
dreves se uporablja prilagojen ucni algoritem, ki omeji izbiro delitvenih vrednosti v vsakem

koraku na naklju¢no podmnozico atributov. Vsako drevo za nov primer poda napoved ciljne
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spremenljivke. Pri regresiji je izhod modela naklju¢ni gozdovi povprecna vrednosti posameznih
napovedi. Metoda ucinkovito zmanjSa varianco enega drevesa in je odporna na preveliko

prileganje (angl. overfitting).

Za delo na podatkovnih tokovih so primerni naklju¢ni gozdovi s sprotnim uc¢enjem [33]. Ti
zdruzujejo prirejeno metodo stremljenja in algoritme za sprotno ucenje odlocitvenih dreves z

naklju¢nim izborom atributov.

2.1.6 Metoda podpornih vektorjev (SVM)

Osnovna ideja klasifikacijske metode podpornih vektorjev (angl. support vector machines) je
najti optimalno hiperravnino, ki lo€uje vse primere enega razreda od primerov, ki pripadajo
drugemu razredu. Optimalna hiperravnina maksimira odmik - oddaljenost ravnine od najblizjih
primerov enega in drugega razreda. Primeri na robu, pravimo jih podporni vektorji (angl.
support vectors), natanéno dolo€ajo odlo¢itveno funkcijo. Ce mnoZica primerov ni linearno
lo¢ljiva, se primeri preslikajo v vis§jo dimenzijo prostora, kjer je razrede mogoce jasno lociti.

Ta pristop imenujemo trik jedra (angl. kernel trick).

Razsiritev metode podpornih vektorjev za regresijske probleme z uporabo nelinearne preslikave
preslika primere v vi§je-dimenzijski prostor, kjer je problem mogoce resiti z linearno regresijo.
Cilj je najti odlo€itveno funkcijo, ki za najvec¢ € (dovoljena meja odstopanja) odstopa od ciljnih
vrednosti in je pri tem ¢im bolj ploska. Nasprotno kot pri klasifikaciji, poskusSa algoritem rob

minimizirati in hkrati ¢im bolj zmanjSati napako na u¢nih primerih.

Nadgradnje metode SVM, ki omogocajo sprotno ucenje, lahko delujejo na zaporedju primerov
in generirajo inkrementalne resitve [10]. Za delo na velikih ali ne-statiénih mnozicah so bile

razvite razlicne implementacije [21].

2.1.7 Umetne nevronske mreze (ANN)

Umetne nevronske mreze (angl. artificial neural networks) so statisticni model ucenja, ki
delujejo po vzoru bioloskih nevronskim mrez (mozganov). Osnovni gradniki umetne nevronske
mreze so umetni nevroni, ki predstavljajo enostavne matemati¢ne modele. Ti so organizirani v
ve¢ nivojev: vhodni nivo (sprejme vhod), en ali vec skritih nivojev ter izhodni nivo z enim

samim nevronom, ki predstavlja ciljno spremenljivko.

Nevroni so med seboj povezani z numeri¢no uteZzenimi povezavami. Izhod vsakega nevrona pri
danih uteZenih vhodih definira aktivacijska funkcija. Dodaten parameter prag doloCa nivo

signala, pri katerem se nevron sprozi. Naloga u¢nega algoritma je, da nastavi proste parametre



POGLAVJIE 2. NAPOVEDNO MODELIRANJE 9

(utezi in pragove), tako da minimizira izbrano funkcijo napake. Za posodobitev utezi je
najpogosteje uporabljen algoritem vzvratnega razSirjanja napake (angl. backpropagation of

error).

S pravo implementacijo umetne nevronske mreze omogocajo sprotno ucenje na velikih
mnozicah podatkov. Inkrementalne arhitekture nevronskih mrez so bile predlagane za razli¢ne
aplikacije [9] in [30]. Te metode omogocajo, da model obravnava le nove podatke, hkrati pa

uposteva ze pridobljeno znanje.

2.1.8 Mreza radialnih baznih funkcij (RBFN)

Mreze radialnih baznih funkcij (angl. radial basis function network) so vrsta umetnih
nevronskih mrez, ki za aktivacijske funkcije uporabljajo radialne bazne funkcije. Navadno si
umetne nevronske mreze predstavljamo kot vecénivojski perceptron (angl. multilayer
perceptron), kjer vsak nevron prejme utezene vhode in se sprozi, ¢e je njithova vsota dovolj
velika. En sam nevron perceptrona predstavlja preprost linearen model, vendar zdruzeni v

mrezo lahko resijo zapletene nelinearne probleme.

Mreza z radialnimi baznimi aktivacijskimi funkcijami izraCuna izhod s primerjanjem
podobnosti med vhodnim primerom in primeri iz uéne mnozice. Vsak RBFN nevron vsebuje
prototip, ki je eden od u¢nih primerov. Kot mera podobnosti se najpogosteje uporabi evklidska
razdalja. Vrednost ciljne spremenljivke prestavlja linearna kombinacija vrednosti baznih
funkcij pri izraunani razdalji med novim primerom in prototipom. V osnovni strukturi mrezo

sestavljajo trije nivoji.

Prednost mrez radialnih baznih funkcij v primerjavi z ve¢nivojskim perceptronom je njihovo
hitro ucenje. Kadar obravnavamo obseZzne zaporedne podatke lahko gradnjo modela Se

pospesimo z uporabo inkrementalnih uc¢nih algoritmov [1].

2.1.9 Bagging

Metoda bagging (angl. tudi boostrap aggregating) s postopkom stremljenja generira ve¢ novih
ucénih mnoZic z vzoréenjem primerov originalne u¢ne mnozice. Vsaka nova mnoZica je enake
velikosti kot originalna mnozica, vendar ne vsebuje vseh primerov. Pri postopku vzorcenja se
nekateri primeri lahko ponovijo veckrat, drugi pa sploh niso izbrani. V povpre¢ju vsaka

mnozica vsebuje okoli dve tretjini razlicnih primerov.
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S pomocjo danega uc¢nega algoritma se na vsaki mnozici nau¢i nov napovedni model. Skupna

napoved 4, (%) modela bagging je povpredje posameznih napovedi b notranjih modelov:

b

1 -
ybag (x) = b =1}7i(x) (2.3)

i
Metoda je Casovno zelo zahtevna. Kadar se u¢na mnozica s ¢asom veca, lahko uporabimo
sprotno razli¢ico algoritma bagging [27], ki nove primere v vzoréene u¢ne mnozice vkljucuje

sproti.



Poglavje 3  Ocenjevanje zanesljivosti napovedi

Za ovrednotenje regresijskih ucnih algoritmov se obicajno uporabljajo povpreéne ocene
uspesnosti, kot sta klasifikacijska to¢nost ali srednja kvadratna napaka. Kljub temu nam lahko
dodatne informacije pomagajo bolje razumeti rezultate modelov. Mere za ocenjevanje

zanesljivosti nam podajo zaupanje v pravilnost njihovih napovedi.

V splosnem lo¢imo med to¢kovnimi in intervalnimi ocenami zanesljivosti. Tockovne ocene
lahko uporabimo s klasifikacijskimi in regresijskimi modeli strojnega ucenja, medtem ko so
intervalne ocene definirane le za regresijske probleme. Slednje ponujajo veliko boljsi vpogled
v eksperimentalne rezultate, zato smo se v diplomski nalogi posvetili intervalnemu ocenjevanju

zanesljivosti.

3.1 Intervalno ocenjevanje zanesljivosti

Pri regresijskem problemu obravnavamo zvezno funkcijo f, ki slika iz atributnega prostora v
realno vrednost izhodne spremenljivke y. Vrednost funkcije je lahko pokvarjena z dodatnim

Sumom €:
y=fX) +eX) (3.1)

Kadar je varianca napake konstantna, govorimo o homoskedasticnosti (angl. homoscedasticity)
podatkov. Vecina regresijskih modelov temelji na tej predpostavki. Drugi pojem, ki opisuje
razprSenost Suma, je heteroskedasticnost (angl. heteroscedasticity), ki pomeni, da se varianca
slu¢ajne napake spreminja glede na vrednost neodvisnih spremenljivk. V tem primeru je lahko
poleg Suma podatkov vir napake tudi v strukturi samega modela.

Na to¢nost napovedi modela vplivajo dejavniki, kot so distribucija ucnih primerov,
pristranskost, obcutljivost u¢nega algoritma na Sum in drugo. Napako ocenimo z varianco
negotovosti modela 7. Ena od mer negotovosti modela je interval zaupanja (angl. confidence
interval), ki se ukvarja z natancnostjo ocene prave, vendar neznane, regresijske funkcije in

zajema razpon verjetnih vrednosti za neznani parameter.

11
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Za Sum v podatkih so lahko razli¢ni vzroki: napake pri meritvah, tezave pri branju podatkov,
cloveske napake, napacno klasificirani primeri... Te nepravilnosti v podatkih opiSemo z
varianco Suma podatkov ag. Varianca negotovosti modela in varianca Suma podatkov skupaj
predstavljata skupno varianco napovedi o?. Ce predpostavljamo neodvisnost obeh komponent,

velja:

0f = 0p + 0} (3.2)

S skupno varianco napovedi je povezan pojem napovedni interval (angl. prediction interval).
Ta je podan kot interval vrednosti, na katerem naj bi se z doloceno verjetnostjo nahajala prava
vrednost odvisne spremenljivke novega primera. Napovedni interval je SirSi in hkrati zajema

interval zaupanja.

NajenostavnejSi so konstantni napovedni intervali, ki jih dobimo direktno iz porazdelitve
opazovanih vrednosti ciljne spremenljivke. Pri izbrani stopnji tveganja a interval vsebuje
vrednosti med (100 - ¢/2). in (100 — 100 - ¢ /2). percentilom odvisne spremenljivke, kar naj
bi predstavljalo (1 — a) - 100 odstotkov vseh. O¢itno je, da so taksni intervali neuporabni za

dobro oceno zanesljivosti.

V nadaljevanju smo predstavili metode, ki tvorijo intervalne ocene zanesljivost v obliki
napovednih intervalov z uporabo razli¢nih pristopov. Oceno ¢asovnih zahtevnosti metod
zapiSemo z O-notacijo, kjer je n Stevilo ucnih primerov in m Stevilo atributov. Za model M z
O(M;) oznacujemo cCasovno zahtevnost faze ucenja in z O(Mp) Casovno zahtevnost

napovedovanja.

3.1.1 Analiti¢ni pristop

Kadar imamo veliko u¢nih primerov, lahko nau¢imo model, ki nudi dobro aproksimacijo prave
regresijske funkcije. Ce predpostavimo tudi homoskedasti¢nost podatkov (3um je normalno
porazdeljen s srednjo vrednostjo 0 in ima konstantno varianco), lahko intervalno oceno

zanesljivosti posamezne napovedi ocenimo s preprostim analiticnim pristopom.
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V primeru preproste linearne regresijske funkcije ene spremenljivke je napovedni interval

podan kot:

(x —x)?

L (o — %)? (3.3)

1
)7(36) + ta/z,n—z Sy 1+ E +

kjer je ty o n—» kritiCna vrednost Studentove t-porazdelitve (angl. Student's t-distribution) pri
gostoti verjetnosti 1 —a/2 in stopnji svobode n—2. V enacbi vrednost S, predstavlja

standardi odklon , ki ga izraCcunamo kot:

n . — Ar)2
g — 2ic i — ¥) (3.4)
Y n—2
Na podoben nacin izraCunamo napovedne intervale za veckratno linearno regresijo, vendar so

zaradi vecjega Stevila spremenljivk enacbe veliko bolj zapletene.

Ce obravnavamo nelinearen problem, regresijsko funkcijo najprej lineariziramo. Uporabimo
Taylorjevo razsiritev prvega reda (iz razdelka 1.2), da dobimo linearno aproksimacijo funkcije,
s pomocjo katere izraunamo napovedne intervale. O intervalih te vrste lahko beremo v vecini

literature o regresijskem napovedovanju, npr. [35].

Analiti¢éne napovedne intervale je mogoce izracunati za mnogo modelov, vendar ne za vse.
Model najblizji sosedi in regresijska drevesa interpretirajo izhod drugace. Prav tako taksne
teoreticne formule niso na voljo za nekatere kompleksnejSe nelinearne modele. Metodo z
analiticnim pristopom zato tukaj le omenimo in se v nadaljevanju posvetimo pristopom, ki so

splo$ni in jih lahko uporabimo z vsakim regresijskim napovednim modelom.

3.1.2 Maksimalno verjetje (ML)

V nasprotju z analitiénem pristopom tukaj ne predpostavimo homoskedasti¢nosti podatkov.
Metoda maksimalnega verjetja (iz razdelka 1.2) poskuSa varianco Suma oceniti kot funkcijo
vhoda X. Enako kot pri prvi metodi predpostavi, da je nauc¢en model dober priblizek prave

regresijske funkcije.
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Varianco posamezne napovedi ocenimo z novim modelom, ki smo ga naucili s ciljnimi
vrednostmi kvadratov residualov (razlike napovedi in pravih vrednosti odvisne spremenljivke):

(9(X) — y(%))? in je napovedni interval podan kot:
Y(%) £ 242 62 (%) (3.5)

kjer 9(x) predstavlja napoved osnovnega modela, z (z-vrednost) zgornjo 100 - (1 — a/2)
odstotno tocko standardne normalne porazdelitve s povprecjem 0 in standardnim odklonom 1

ter je 62 (%) napovedana varianca napovedi novega modela.

Casovna zahtevnost metode ML je odvisna od uporabljenega modela za napovedovanje
variance napovedi. Najpogosteje se uporabljajo umetne nevronske mreze, ki so oblika
ocenjevanja maksimalnega verjetja. Mi smo v ta namen uporabili casovno manj zahtevno mrezo
radialnih baznih funkcij (iz razdelka 2.1.8). Za n residualov potrebuje model RBFN za ucenje

¢as najve¢ reda 0(n?) in O(Mp + n + 1) za napoved.

3.1.3 Stremljenje in maksimalno verjetje

Ko imamo malo podatkov ali opravka s teZjim problemom ter Sum ni preprost, je mozen pristop,
da vsako od komponent skupne variance ocenimo posebej. Razvitith je ve¢ metod za
ocenjevanje negotovosti modela. Pogosto uporabljen je pristop stremljenja (iz razdelka 1.2), ki
nudi dobre rezultate tudi na manjSih mnozicah podatkov. Varianco Suma podatkov je moc¢
oceniti z Zze omenjeno metodo maksimalnega verjetja. Kombinacijo obeh pristopov uporabljata

metodi, ki ju povzemamo v nadaljevanju.

3.1.3.1 Heskes (BML-A in BML-A*)

V delu [18] predstavljena metoda negotovost modela oceni z varianco porazdelitve notranjih
napovedi modela bagging (iz razdelka 2.1.9) za vsak primer posebej. Ob predpostavki, da so te
normalno porazdeljene, uporabimo enacbo:

- 1 b . S
GA®D = 7= i@~ Drag (D)’ (3.6)
b—14u—4
kjer je b (tipi¢no b = 30) stevilo notranjih modelov, y;(X) napoved i-tega modela ter 44 (X)

skupna napoved modela bagging kot povprecje vseh posameznih napovedi.

O varianci Suma podatkov sklepamo iz mnozice residualov. Za nepristransko oceno je bolje
uporabiti residuale locenih testnih primerov, ki niso bili uporabljeni za u€enje modelov. Pri
postopku vzorcenja s ponavljanjem vsi primeri hkrati niso vsebovani v vseh u¢nih mnozicah,
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kar ponuja drugacno resitev. Pri raCunanju razlik za posamezen primer se uporabi prirejena
skupna napoved P44z (%):

iy q; ()9 (%)
Vbag@ = = (3.7)
S TR

kjer se upostevajo le napovedi modelov, ki pri uCenju niso obravnavali izbran primer:
q;(x) = 1, &e primer X ni bil vsebovan v uéni mnozici modela M;.

Pri predpostavki Gaussove porazdelitve Suma, varianco Suma podatkov ocenimo z metodo
maksimalnega verjetja, pri cemer so ciljne vrednosti kvadrati residualov zmanj$ani za ocenjeno
varianco negotovosti modela za dan uéni primer in navzdol omejeni z 0:

r2(%) = max([y(®) — Ppagny®)]” — 62(%),0) (3.8)

Tako nau¢en model nam napove oceno variance Suma podatkov 65 (x). Ker je predpostavljena
neodvisnost obeh komponent, je ocena skupne variance 67(X) vsota: 65 (x) + 65 (x). Ob
normalni porazdelitvi Suma, je napovedni interval definiran kot:

Y £ 2q/2 62(X) (3.9)

kjer je (x) napoved osnovnega modela in z vrednost standardizirane spremenljivke. Avtorji
metode so za raCunanje napovednih intervalov predlagali Studentovo t-porazdelitev, ki je
primernejSa, kadar je statistika racunana na manjSem vzorcu. Mi zaradi primerljivosti metod
uporabimo standardno z-vrednost za izbrano vrednost «.

Velika Casovna zahtevnost metode je najbolj pogojena z ucenjem modela bagging. Za b
vzorcenj potrebujemo ¢as reda O(b - (M} + n - Mp)). Iz n u¢nih primerov dobimo n prirejenih
kvadratov residualov, kar zaradi popravkov skupne napovedi zahteva dodaten cas reda
O(b - n - Mp). Zanapovedovanje variance Suma podatkov nau¢imo nov model. V ta namen smo
uporabili model RBFN, ki za u¢enje potrebuje ¢as reda O(n?) in O(Mp + n + 1) za izradun
napovednega intervala.

Implementirali smo dve razli¢ici. Poenostavljena BML-A pri racunanju vrednosti 2 ne

upoSteva varianco negotovosti primera za posamezen primer. Razli¢ica BML-A* je
implementirana, kot jo definira avtor metode.

3.1.3.2 Zapranis & Livanis (BML-B)

EnostavnejSa razliCica zgoraj omenjene metode BML-A je bila objavljena v delu [41]. Od
originalne metode se razlikuje v dveh podrobnostih.

Varianco negotovosti modela prav tako podamo z varianco napovedi notranjih modelov modela
bagging. Prva razlika je pri pridobivanju mnozice za ufenje napovedovanja variance Suma
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podatkov. Pri racunanju razlik ne razlikujemo med posameznimi primeri in vedno odstejemo
skupno napoved vseh notranjih modelov. Hkrati pri ciljnih vrednostih ne upoStevamo varianco
negotovosti modela:

rz(f) = (y(f) - ybag(f))z (3.10)

LAY N
Thag® =5 ) 9D G3.11)

Druga razlika je v srednji vrednosti napovednega intervala. Sredino intervala ne predstavlja
napoved osnovnega modela ampak napoved modela bagging. Predpostavka je, da ta nudi boljso
oceno prave vrednosti regresijske funkcije. Intervali zaupanja so tako podani kot:

Ibag(X) t 242 6 (%) (3.12)
Tudi tukaj raCunanje napovednih intervalov posplo§imo in uporabimo standardno z-vrednost.

Casovna zahtevnost metode BML-B je enaka originalni metodi. Razlikuje se le v &lenu
O(b -n- Mp), ki odpade zaradi poenostavljenega racunanja kvadratov residualov.

3.1.4 Lokalne okolice

PreprostejSe in ¢asovno ucinkovitejSe metode delujejo na podlagi preiskovanja lokalne okolice.
Nasprotno od metod stremljenja in maksimalnega verjetja poskusajo skupno varianco napovedi
oceniti neposredno.

3.1.4.1 Najblizji sosedi (NN-5 in NN-100)

Za posamezen primer lahko lokalno zanesljivost njegove napovedi ocenimo s pomocjo
njegovih najblizZjth sosedov. Predpostavka je, da so prave vrednosti novih primerov
porazdeljene enako kot za Ze znane primere v bliZnji okolici.

Za vse primere u¢ne mnozice izraCunamo njihove predznacene residuale. Ob predpostavki, da
so ti normalno porazdeljeni, nam njihova varianca predstavlja oceno skupne variance napovedi.
Z metodo najblizjih sosedov so napovedni intervali podani kot:

YE) + T + 24, 62(%) (3.13)

kjer je sredina intervala popravljena z vrednostjo 7, ki je povprecje residualov primerov v
lokalni okolici. Popravek sluzi za odpravljanje pristranskosti modela.

Stevilo upostevanih najblizjih sosedov je podano kot parameter metode. Preizkusili smo dve
vrednosti, in sicer 5, kjer upostevamo 5 odstotkov najblizjih primerov u¢ne mnozice ter 100,
kjer je 7 povprecje celotne mnozice residualov. Inacici metode ustrezno poimenujemo z NN-5
in NN-100.
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Casovno najzahtevnejie je iskanje najblizjih sosedov, ki potrebuje ¢as reda O(n - m - logn). Ce
pri racunanju popravka upostevamo celotno mnozico residualov, je metoda racunsko $e manj
zahtevna.

Velja omeniti, da je uspe$nost metode zelo odvisna od najdene lokalne okolice. Ce uéna
mnozica ni dobro uravnotezena ali je model pristranski, lahko napovedni interval ne vkljucuje
napovedi osnovnega modela.

3.1.4.2 Razvrsé€anje v skupine (CL)

Ucinkovita metoda, ki za ocenjevanje zanesljivosti uporablja idejo razvrS¢anja v skupine, je
bila objavljena v delu [36]. Uc¢ni podatki so razdeljeni v mehke mnozice, glede na velikost
napake njihovih napovedi. Za vsako skupino posebej se tvori napovedni interval, na katerih se
nauci model za ocenjevanje zanesljivosti novih primerov.

PreprostejSa razliica omenjene metode je predstavljena v [28]. Ta uporablja klasicno
razvr$€anje v skupine (angl. clustering) z definiranjem k centroidov. Izbrano Stevilo skupin je

odvisno od velikosti uéne mnozice in je podano hevristi¢no s k = [,/n/ 2 ]

Za vsako gruco posebej se napovedni intervali tvorijo z upostevanjem empiri¢ne distribucije
residualov. (1 — @) napovedni interval podajata (100 - /2). in (100 — 100 - a/2). percentil
skupine residualov. Intervalna ocena zanesljivosti novega primera po metodi CL je dolo¢ena z
napovednim intervalom gruce, v katero je primer razvr§c¢en. Posledi¢no lahko metoda spremeni
napoved osnovnega modela (dolo¢a srednjo vrednost intervala).

Casovna zahtevnost uporabljenega algoritma za razvri¢anje v skupine K-means [17] je
0(n%/? - m). Za tvorjenje intervalov zaupanja je potrebno residuale znotraj posameznih grug

urediti po velikosti, kar zahteva dodaten ¢as reda O(y/n/2-+2n-logv2n). Casovna
zahtevnost iskanja skupine novega primera je O(m - log/n/2).

3.1.4.3 Kvantilni regresijski gozdovi (QRF)

Intervalno oceno zanesljivosti lahko podamo tudi na podlagi adaptivnih lokalnih okolic.
Metoda kvantilni regresijski gozdovi (angl. quantile regression forest) [24] se od naklju¢nih
gozdov razlikuje v tem, da listi dreves ohranijo vse primere iz uéne mnoZice. V delu [23]
predstavljena metoda izkoriS¢a dodatno informacijo za ocenjevanje pogojnih mejnih vrednosti
oz. kvantilov, ki jo lahko uporabimo za ucenje residualov.

Pogojna funkcija porazdelitve residualov r, je definirana kot:

FriIX =x) =P(R <7|X = %) = E(L{r<r)|X = X) (3.14)
Vrednost funkcije lahko ocenimo z utezenim povprecjem:

b
Firlix=x) = Z 1wl-(i) o (3.15)
i
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kjer so w; (3 w; = 1) utezi posameznih dreves, relativne glede na $tevilo primerov v listih ter
1{r<y) predstavlja indikatorsko spremenljivko:

_ 1 Ri <r 3 16
Lirsry = {0 sicer (3-16)

Pogojne kvantile ocenimo z najve&jo vrednostjo r, za katero velja F(r|X = x) > a.

Ko prispe novi primer, najprej izra¢unamo utezi, tako da ga spustimo po drevesih gozda, kjer

so residuali 7; v listih urejeni po naras¢ajocih vrednostih. Zgornjo in spodnjo mejo (1 — a)

napovednega intervala dolocata indeksa s in 2z, pri katerih je Yi;_;w; = a/2in
f_1w; 21— a/2. Intervalna ocena zanesljivosti metode QRF je podana kot:

() +75,9() +17] (3.17)

Gradnja gozda z b drevesi zahteva Cas reda O(b-n-m-logn) ter iskanje v drevesih
O(b - logn). Pri podajanju napovedi moramo preiskati vsa drevesa za kar je potreben Cas
O(b - logn), izracun napovednega intervala pa traja konstanten cas.



Poglavje 4  Opis problema in podatkov

V tem poglavju predstavimo uporabljene testne mnozice regresijskim problemov in navedemo
mere in druge pristope, s katerimi vrednotimo uspesnost metod intervalnega ocenjevanja

zanesljivosti. Opisemo tudi testno okolje in potek testiranja za analizo metod.

4.1 Testne mnozice

Metode za intervalno ocenjevanje zanesljivosti smo preizkusili na 22 razli¢nih (20 realnih in 2
umetnih) podatkovnih mnozicah za regresijsko napovedovanje, ki smo jih zbrali iz repositorijev
UCI [5], DELVE [31] in StatLib [40] ter spletne strani LIACC [38]. Pri podatkovnih tokovih
navadno govorimo o preprostih podatkih, zato smo iskali mnozice z najve¢ 20 atributi.
Premajhne mnozice smo med testiranjem z razli¢nimi permutacijami zdruzili v ve¢je. Primere

z manjkajo€imi podatki smo pri obravnavi izpustili.

Dodatno smo generirali 20 mnoZic z umetnimi problemi. Podatki predstavljajo linearno,
linearno odsekovno (lomljeno), odsekoma konstantno in nelinearno funkcijo. Za
najenostavnejSo linearno funkcijo generiramo po dve mnozici z dodanim homogenim in
heterogenim Sumom (linearno odvisnim od neodvisne spremenljivke). Problem s heterogenim
Sumom oteZimo tudi pri nelinearni funkciji. Pri odsekovni in odsekoma konstantni funkciji
vrednosti pokvarimo s Sumom, vzorcéenim iz razli¢nih Gaussovih porazdelitev. Vsak problem
dodatno razsirimo v funkcije dveh, treh in Stirith neodvisnih spremenljivk. MnoZice generirane
s funkcijo ene spremenljivke uporabimo za grafino analizo intervalnih cenilk. Na
kompleksnejSih problemih z ve¢ spremenljivkami izvajamo validacijo to¢nosti napovednih
algoritmov. Vsaka umetna mnozZica vsebuje 2000 vzorcenih primerov v nakljuénem vrstnem

redu.

4.2 Mere uspesnosti

Za ocenjevanje uspesSnosti ocene zanesljivosti lahko uporabimo razlicne mere. Pravilnost
napovednega intervala ocenimo z mero, ki jo imenujemo pokrivna verjetnost napovednih

intervalov (angl. prediction interval coverage probability) in predstavlja verjetnost, da je prava

19
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vrednost odvisne spremenljivke zajeta znotraj napovednega intervala. Oceno izracunamo kot:

1 n
PVNI = — E i
- Ci (4.1)

i=1

Ci = {1 yle[lls 'ILZ]
0 sicer

kjer je n Stevilo primerov in ima ¢; vrednost 1, Ce je prava vrednost i-tega primera vsebovana v
njegovem napovednem intervalu s spodnjo mejo I° in zgornjo I4. Za pravilne napovedne

intervale bo izracunana vrednost blizu zastavljene verjetnosti 1 — a.

Prav tako je pomembna §irina napovednih intervalov, kot mera njegove optimalnosti. Povprecni

napovedni interval (angl. mean prediction interval) meri povprecno Sirino intervala:

_ 1 " S
PNI = HZ (17 —15) 4.2)

i=1

Ker Zelimo metode med seboj primerjani na razlicnih problemskih domenah, povprecni
napovedni interval normaliziramo s privzetim napovednim intervalom, ki ga dobimo iz
empiricne porazdelitve odvisne spremenljivke na celotni uéni mnozici. Tako ocenimo relativni

povprecni napovedni interval (angl. relative mean prediction interval):

1 n ].Z — [.S
RPNI =—Z Uinll®) (4.3)
Nédi=1Y1-a/2) ~ Ya/2

Y(1-ay2) In Y/, predstavljata ustrezna percentila opazovanih vrednosti odvisne spremenljivke.

Zazeleni so napovedni intervali, katerih pokrivna verjetnost je ¢im bliZje podani verjetnosti
1 —a in je vrednost relativnega povprenega napovednega intervala ¢im manjSa. Oceni
uspesnosti se med seboj izkljucujeta. Pravilnejs$i napovedni intervali bodo praviloma Sirsi,
medtem kot za optimalnejSe napovedne intervale pricakujemo manjSo pokrivno verjetnost. V
[28] je predlagana kombinirana ocena, ki zdruzuje obe vrednosti. Kombinirana statistika je

definirana kot:

RPNI-PVNI = 100 - RPNI + log(max((1 — @) — PVNI)%,10710)) (4.4)

1z enacbe vidimo, da ta daje vecji pomen ocenjeni vrednosti RPNI in je doprinos logaritma na

racun ocene PVNI omejen.



POGLAVJE 4. OPIS PROBLEMA IN PODATKOV 21

Pri modeliranju podatkovnih tokov je €as izvajanja zelo pomemben. Primerjali smo porabo Casa
razli¢nih algoritmov u€enja z in brez uporabe ocen zanesljivosti. Dobra ocena uporabnosti

metode je faktor upocasnitve, ki ga podamo kot:

T
S = ZNI (45)
TbrezNI

V enacbi Ty, o,y in T,y predstavljata povprecna Casa, ki ga porabita osnovni in nadgrajeni u¢ni
algoritem za izgradnjo modela ter podajanje individualne napovedi. Za metodo Zelimo, da je

njen faktor upocasnitve ¢im manjsi.

Casovna zahtevnost metode vpliva na njeno uéinkovitost. V enakem &asu lahko prirejeni uéni
algoritem obdela manj u¢nih primerov in posledicno so njegove napovedi lahko slabse.
Zanimiva je primerjava dosezenih toc¢nosti obeh izvedb algoritma pri enakih casovnih
omejitvah (dosezemo z zmanjSanjem velikosti okna in s tem u¢ne mnozice). Merilo to¢nosti
regresijskega modela je koren srednje kvadratne napake napovedi (angl. root mean squared

error), ki ga izraCunamo kot:

IiV=1(37L —¥i)? (4.6)
n

RMSE =

kjer je ¥, napoved modela, y; prava vrednost in n Stevilo napovedanih primerov. Za primerjavo
tocnosti med razliénimi modeli na razli¢nih problemskih mnoZzicah izraCunamo normaliziran

koren srednje kvadratne napake (angl. normalized root mean squared error):

RMSE
NRMSE = ————— (4.7)

Ymax — Ymin
Ymax 1N Ymin predstavljata najvecjo in najmanjSo vrednost odvisne spremenljivke opazovanih
primerov.
4.3 Vizualizacije rezultatov

O delovanju razliénih metod lahko sklepamo iz grafiénih predstavitev intervalnih ocen
zanesljivosti. S primerno vizualizacijo podatkov lahko primerjamo razli€ne pristope in njihovo

uspesnost.
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Preprosta vizualna tehnika primerjave napovednih intervalov ve¢ metod je predstavljena v delu
[24]. V podatkovnem toku je vrstni red podatkov to¢no dolocen, obi¢ajno pa primeri niso
urejeni po vrednosti atributov. Prihaja lahko do vec¢jih skokov v vrednosti odvisnih
spremenljivk. Hkrati je to¢nost napovedi neposredno odvisna od predhodno videnih primerov.
Za primerjavo uspeSnosti metod na podatkovnih tokovih je zato bolj primerna vizualizacija, ki
prikazuje napake napovedi (residuale) in meje napovednih intervalov glede na pravo vrednost
odvisne spremenljivke [29]. Abscisna os x predstavlja opazovane ciljne vrednosti. V smeri
ordinatne osi y pa so podane vrednosti residualov osnovnih napovedi in odstopanja me;j
napovednih intervalov. Na sliki 4.1 je prikazan primer za najenostavnejSe konstantne in

analiti¢ne napovedne intervale.

Privzeti intervali Analitiéni intervali

Slika 4.1:

Prikaz privzetih in analiticnih napovednih intervalov modela linearna regresija na problemu enostavne linearne
funkcije ene spremenljivke.

4.4 Testno okolje

Metode smo implementirali in testirali v programskem okolju R. R je popularen odprtokodni
programski jezik za analizo podatkov in statistiko. V okolju R najdemo implementacije
Stevilnih statistiénih orodij in metod strojnega ucenja, med drugim tudi vse omenjene
regresijske napovedne modele.

Izbiramo lahko med Stevilnimi paketi, ki ponujajo reSitve. Uporabili smo naslednje
implementacije: knn. reg iz paketa FNN za algoritem kNN, za linearno regresijo in posploSeni
linearni model funkciji 1r ter glm paketa stats, ki je del osnovne distribucije, paket rpart
za odloCitvena drevesa, model nakljucnih gozdov iz paketa randomForest, realizacijo modela
SVM iz paketa e1071 in paket nnet za ucenje umetnih nevronskih mrez z enim skritim
nivojem. Pri klicih vseh funkcij smo uporabili privzete parametre.

Metode intervalnega ocenjevanja zanesljivosti smo implementirali sami. Pri tem smo za
napovedovanje s kvantilnimi regresijskimi gozdovi uporabili paket quantregForest. Model
mreze radialnim baznih funkcij in metoda bagging sta enostavnejSa in smo ju realizirali sami.
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Teste smo izvajali na racunalniku z mobilnim procesorjem Intel Core i7, ki deluje pri taktu
2,8 GHz. Izvajalne case algoritmov smo belezili z R-funkcijo get_nanotime iz paketa
microbenchmark, ki meri ¢as v nanosekundah. Meritve smo zaokrozili na mikrosekunde.

4.5 Metodologija testiranja

Podatkovni tok simuliramo tako, da primere zaporedno beremo iz mnozice podatkov. Pri tem
drseCe okno postopoma pomikamo po primerih in na u¢ni mnozici, ki jo definira okno,
pozenemo ucne algoritme regresijskih modelov ter metode za ocenjevanje zanesljivosti. Nove
modele nato uporabimo za napovedovanje primerov, ki sledijo. Intervalne ocene podamo v
obliki 95% napovednih intervalov. Postopek je ponovljen z okni razli¢nih velikosti, in sicer 20,
50, 100, 250 in 500 primerov.

Najbolj direkten, vendar tudi ¢asovno najbolj potraten pristop je, da polozaj okna premaknemo
vsakic¢, ko podamo eno samo napoved. Uspesnost algoritmov je v tem primeru zelo odvisna od
vrstnega reda branja primerov, zato smo se odlocili za drugacen pristop. Z novim modelom
napovemo 1/3- w (w je velikost okna) primerov in za isti korak pomikamo okno. Tako

dobimo manj pristranske regresijske napovedi in ocene zanesljivosti.

Za relevantnost rezultatov Zelimo, da se drsece okno premakne vsaj 5 krat. Pri ve¢jem oknu to
lahko pomeni, da imamo v nekaterih problemskih mnoZicah premalo podatkov. V tem primeru
razli¢ne permutacije majhne mnozice zdruzimo v ve¢jo. Pri tem ne dovolimo, da isti primer
nastopi preblizu skupaj, kar bi povzrocilo, da se pri pomiku okna v u¢ni mnozici pojavi veckrat.
Za stabilnost rezultatov celoten test ponovimo 5 krat z razliénim vrstnim redom podatkov

(celotne mnozice permutiramo).

Iz posameznih napovedi osnovnega modela ocenimo tocnost napovedovanja. Za ocene
zanesljivosti razli¢nih metod so izrac¢unane pokrivne verjetnosti, relativni napovedni interval in
kombinirana statistika. Privzeti napovedni interval izra¢unamo za vsako u¢no mnozico posebej,
torej pri vsakem premiku okna. Zabelezeni so tudi povprecni izvajalni €asi ucenja in

napovedovanja algoritmov z in brez ocen zanesljivosti.

Velja opozoriti, da se pri poskusih ne ukvarjamo z optimizacijo posameznih modelov.
Uporabimo privzete vrednosti parametrov in nastavitve implementacij modelov v okolju R.

Posledi¢no se lahko nekateri napovedni modeli obnesejo slabse kot sicer.
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Predstavljene metode intervalnega ocenjevanja zanesljivosti smo implementirali in preizkusili
z razlinimi regresijskimi napovednimi modeli. Glavne rezultate testiranj prikazemo v
nadaljevanju.

5.1 Pravilnost in optimalnost intervalov

Rezultate intervalnih cenilk podamo v obliki napovednih intervalov. Izbrana je stopnja tveganja
a = 0,05, torej nas zanimajo 95% napovedni intervali. Rezultati na realnih podatkovnih
mnozicah nam dajo porazdelitev vrednosti PVNI. Najboljsa je tista metoda, ki v povprecju
doseze PVNI najblizji vrednosti 0,95 in ima ¢im manjsi raztros. Rezultati testiranj so prikazani
v tabeli 5.1.

50 ML BML-A BML-A* BML-B NN-5 NN-100 CL QRF
PVNIpovp 0,778 0,963 0,957 0,921 0,644 0,786 0,654 0,710
PVNI,5 0,384 0,88 0,872 0,772 0,294 0,413 0,363 0,394
PVNIy75 0,963 0,994 0,991 0,994 0,834 0,944 0,806 0,872
100 ML BML-A BML-A* BML-B NN-5 NN-100 CL QRF
PVNIpovp 0,842 0,965 0,960 0,931 0,757 0,837 0,737 0,793
PVNI,5 0,427 0,894 0,891 0,782 0,418 0,421 0,412 0,427
PVNIy7 5 0,973 0,997 0,994 0,997 0,912 0,958 0,864 0,918
500 ML BML-A BML-A* BML-B NN-5 NN-100 CL QRF
PVNIpovp 0,911 0,969 0,965 0,945 0,875 0,895 0,877 0,895
PVNI, 5 0,575 0,853 0,845 0,735 0,560 0,617 0,581 0,587
PVNIy7 5 1,000 1,000 1,000 1,000 0,987 0,986 0,994 0,996
Tabela 5.1:

Dosezene vrednosti PVNI intervalnih cenilk. V stolpcih PVNI so podani srednja vrednost ter 2,5. in 97,5. percentil
povpreéne porazdelitve vrednosti PVNI dosezenih z vsemi modeli na realnih podatkovnih mnozicah pri razli¢nih
velikostih drsec¢ega okna.

Po obeh kriterijih (najblizja srednja in najmanj$i raztros vrednosti PVNI) dajo metode s
pristopom stremljenja najboljSe rezultate. Njihovi napovedni intervali so pravilnejsi. Metode
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lokalnih okolic podcenjuje srednjo vrednost in razpon vrednosti PVNI je pri njih vecji.
Presenetljivo dobro se izkaze metoda ML. Ceprav ne uposteva variance negotovosti modela,
dosega rezultate, ki so primerljivi ali celo boljsi od metod na osnovi lokalnih okolic.

Z vecjim drse¢im oknom metode dosegajo boljSe rezultate. Izjemi sta razlic¢ici BML-A, ki
precenjujeta srednjo vrednost PVNI Pri vseh se raztros vrednosti pokrivnih verjetnosti
zmanjSa. Porazdelitve dosezenih vrednosti PVNI razli¢nih metod prikazuje slika 5.1.

ﬁmﬁmmﬂﬂﬂ mll wll
ML BML-A BML-A*
BML-B NN-5 NN-100

- HHHWHH HH O HWH( W mﬁﬁmﬂﬂ

CcL QRF Povpretje

Slika 5.1:

Porazdelitve dosezenih vrednostih PVNI na realnih testnih mnozicah pri oknu velikosti 500 primerov. Gostote so
izraCunane v korakih po 0,50. S temnejSo barvo so obarvani stolpci, ki predstavljajo zastavljeno vrednost 0,95.
Zadnji histogram prikazuje povprecne gostote vrednosti PVNI za vse metode skupaj.

Vidimo, da je pri vseh metodah vrh gostote vrednosti PVNI blizu Zeleni. NajveC pravilnih
(zaokrozenih) vrednosti dosezejo metode najblizjih sosedov in kvantilni regresijski gozd,
vendar imajo napram metodam BML ve¢ji raztros. Tudi s primerjavo histogramov bi zakljuéili,
da metode BML podajo najbolj pravilne napovedne intervale. Povpre¢na porazdelitev vseh
metod skupaj, ki jo prikazuje graf desno spodaj, je vizualno najblizje prikazu metode ML.
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Na dosezene vrednosti PVNI neposredno vplivajo Sirine napovednih intervalov. Praviloma ozji
intervali zajamejo manj pravih vrednosti, kar se kaze v nizkih vrednostih PVNI. Tabela 5.2
prikazuje rezultate metod intervalnega ocenjevanja zanesljivosti glede na razlicne mere
uspesnosti.

50 ML BML-A BML-A* BML-B NN-5 NN-100 CL QRF
PVNI 0,778 0,963 0,957 0,921 0,644 0,786 0,654 0,710
RPNI 0,384 0,999 0,886 0,721 0,318 0,494 0,360 0,384
PVNI-RPNI 0,963 99,967 88,619 72,140 31,794 49,389 36,016 38,416
100 ML BML-A BML-A* BML-B NN-5 NN-100 CL QRF
PVNI 0,842 0,965 0,960 0,931 0,757 0,837 0,737 0,793
RPNI 0,487 0,814 0,765 0,628 0,352 0,504 0,377 0,387
PVNI-RPNI 48,679 81,389 76,530 62,795 35,232 50,416 37,655 38,692
500 ML BML-A BML-A* BML-B NN-5 NN-100 CL QRF
PVNI 0,911 0,969 0,965 0,945 0,875 0,895 0,877 0,895
RPNI 0,497 0,642 0,623 0,542 0,400 0,574 0,420 0,416
PVNI-RPNI 49,752 63,829 62,330 54,170 39,972 57,416 42,039 41,562
Tabela 5.2:

Ovrednotenje intervalnih cenilk na testnih podatkovnih mnozicah. Po stolpcih so podani izraCunane povprecne
vrednosti PVNI, RPNI in kombinirane statistike pri razli¢nih velikostih u¢ne mnozice za vse regresijske modele
na realnih podatkovnih mnozicah.

Metode stremljenja, ki dosegajo najvisje vrednosti PVNI, tvorijo najSirSe napovedne intervale
(vi§je vrednosti RPNI). Posledi¢no so po kriteriju skupne statistike ocenjene najslabSe. Dobre
rezultate dajo metode na osnovi lokalnih okolic. V povprecju so njihovi napovedni intervali
optimalnejsi in doseZejo nizje vrednosti PVNI-RPNI. Rezultati metode ML so primerljivi z
NN-100, ki je s skupno statistiko najslabse ocenjena med intervalnimi cenilkami s pristopom
lokalnih okolic. V povpre¢ju najbolj to¢ne napovedne intervale (najniZja ocena skupne
statistike) poda metoda NN-5.

Zanimivo je, da so rezultati skupne statistike za ve¢ino metod najslabsi na najvecjem oknu.
Njihovi napovedni intervali so pravilnejsi, vendar tudi SirS§i. Nasprotno pa metode BML pri
vecj1 uéni mnozici podajo bolj optimalne intervale.



28 POGLAVJE 5. REZULTATI

5.2 Casovna zahtevnost

Za primerjavo najprej analiziramo izvajalne ¢ase osnovnih regresijskih modelov brez ocen
zanesljivosti pri razli¢nih velikostih drsecega okna na 20 realnih testnih mnozicah. Rezultati
meritev so prikazani v tabeli 5.3.

kNN LR GLM RT RF SVM ANN

50 124 2.792 3.423 5.930 25.736 5.306 11.186
793 1.480 1.535 2.109 2.359 1.651 1.901

917 4.272 4.958 8.039 28.095 6.957 13.087

100 138 2.809 3.418 6.890 61.457 6.910 21.963
887 1.438 1.516 2.173 2.864 1.638 1.939

1.025 4.247 4.934 9.063 64.321 8.548 23.902

500 142 3.431 4.519 14.751 507.038 55.749 85.366
1.906 1.797 1.563 2.504 11.593 1.993 2.017

2.048 5.228 6.082 17.255 518.631 57.742 87.383

Tabela 5.3:

Povpre¢ni izvajalni Casi regresijskih uénih algoritmov. Posebej je izmerjen ¢as uéenja modela in napovedovanje
individualnega primera. Sestevek prestavlja skupen izvajalni ¢as. Rezultati so podani v mikrosekundah (us).

[z meritev je o€itno, da je izvajalni ¢as algoritmov odvisen od §tevila uénih primerov in velikosti
problema (Stevilo atributov). Rezultati kazejo na eksponentno rast, pri cemer je stopnja rasti
odvisna od modela. Najhitreje podajo svoje napovedi preprostejsi regresijski modeli (kNN, LR,
GLM in RT). V nasih poskusih se je kot ¢asovno najzahtevnejsSi izkazal model nakljucni
gozdovi. Z drugacnimi parametri pri izvajanju algoritmov bi lahko bil vrstni red drugacen.

Napovedovanje z oceno zanesljivosti upocasni ucni algoritem. Koliko, je odvisno od
uporabljene metode intervalnega ocenjevanja in regresijskega modela. V tabeli 5.4 so prikazani
izvajalni ¢asi metod intervalnega ocenjevanja pri napovedovanju s Casovno najmanj zahtevnim
modelom kNN. Podajanje napovednih intervalov je bistveno bolj potratno za c¢asovno
zahtevnejSe modele. Meritve za algoritem naklju¢ni gozdovi so prikazane v tabeli 5.5.
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ML BML-A  BML-A* BML-B NN-5 NN-100 CL QRF

50 8.797 46.441 47.481 45.032 959 969 3.239 18.171
4.939 23.621 23.819 23.847 4.243 27 1.113 2.553

13.736 70.062 71.300 68.879 5.202 996 4.352 20.724

100 14.814 57.401 58.811 63.370 1.343 1.321 4.950 23.792
6.404 26.670 27.000 27.232 5.680 27 1.066 2.394

21.218 84.071 85.811 90.602 7.023 1.348 6.016 26.186

500 136.238 249.361 254.330 313.313 5.897 5.909 22.151 64.554
51.549 91.533 96.767 92.509 50.354 29 3.514 2.669

187.787 340.894 351.097 405.822 56.251 5.938 25.665 67.223

Tabela 5.4:

Izvajalni ¢asi metod intervalnega ocenjevanja zanesljivosti za model kNN. Posebej so podani Casi za ucenje
intervalnih cenilk, tvorjenje individualnega napovednega intervala in skupni izvajalni as. Casovne enote so
mikrosekunde (us).

ML BML-A BML-A* BML-B NN-5  NN-100 CL QRF

50 11.191 861.323 864.274 871.795 3.457 3.478 5.642 20.852
4.839 76.688 74.720 73.766 4.153 28 1.074 2.506

16.030 938.011 938.994 945.561 7.610 3.507 6.716 23.358

100 18.503  1.923.764 1.916.747  1.956.689 5.263 5.273 8.996 28.313
6.335 89.609 89.156 88.760 5.713 28 1.135 2.949

24.838  2.013.373  2.005.903  2.045.449 10.976 5.301 10.131 31.262

500 141.085 15.196.190 14.937.179 15.240.576 26.146 26.151 41.629 91.681
36.489 228.518 236.331 235.006 36.034 29 3.495 2.371

177.574 15.424.708 15.173.510 15.475.582 62.181 26.180 45.124 94.052

Tabela 5.5:

Izvajalni casi intervalnih cenilk za model nakljuéni gozdovi. Posebej so podani Casi za ucenje intervalnih cenilk,
tvorjenje individualnega napovednega intervala in skupni izvajalni ¢as. Casovne enote so mikrosekunde (ps).

Izvajalni ¢asi metod intervalnega ocenjevanja zanesljivosti so prav tako eksponentno odvisni
od velikosti uéne mnozice. Na porabljen ¢as pa vpliva tudi izbira uénega algoritma. Pri metodah
ML, NN-5, NN-100, CL in QRF se pri ucenju uporabljajo residuali, ki se izraCunajo iz napovedi
osnovnega modela. Kot lahko vidimo iz rezultatov v tabeli 5.3, kompleksnejsi algoritmi za
podajanje napovedi potrebujejo ve¢ Casa. Bistveno bolj je vpliv izbire napovednega modela
ociten pri metodah BML. Ucenje se ponovi za vsak nov notranji model modela bagging, kar
pripelje do Se ve¢jih upocasnitev algoritma.

Izracunani faktorji upocasnitve regresijskih modelov z metodami intervalnega ocenjevanja so
podani v tabeli 5.6. Pri raCunanju povprecij nismo upostevali meritve za model kNN. Ker ta ne
pozna pravega ucenja, ga obravnavamo posebej.
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ML  BML-A  BML-A* BML-B NN-5  NN-100 CL QRF

50 3,0 433 432 40,0 1,4 1,4 1,8 49
3,7 32,6 32,3 31,2 3.4 1,0 1,6 24

3,1 40,1 39,9 37,5 1,9 1,3 1,8 4,1

100 3,8 43,1 432 40,7 13 13 2,0 5.4
45 33,2 33,0 31,7 42 1,0 1,6 2.4

3,8 40,2 40,3 38,4 2,0 1,3 1,9 45

500 14,5 50,3 513 473 13 13 2,9 7,7
23,4 49,0 48,8 42,6 23,9 1,0 2,7 2,2

15,0 48,5 49,0 45,0 5.2 1,2 2,7 6,2

Tabela 5.6:

Faktorji upoc€asnitve algoritmov pri napovedovanju z oceno zanesljivosti na realnih testnih mnozicah. Posebej so
podane upocasnitve v fazi ucenja, pri napovedovanja individualnega primera in skupnega izvajalnega Casa.
Rezultati so povprecja vseh regresijskih modelov z izjemo algoritma kNN.

Najmanj izvajanje ucnega algoritma upocasnijo metode NN-5, NN-100 in CL. Za ¢asovno
najmanj zahtevno cenilko NN-100, je opazna manjSa upocasnitev le v fazi uenja modela. K
skupni upocasnitvi cenilke NN-5 najbolj prispeva faza napovedovanja, saj potreben Cas za
iskanje najbliZjih sosedov raste eksponentno. Nekoliko slabse se odrezeta metodi ML in QRF.
Pri slednji je u¢ni algoritem upocasnjen predvsem na racun gradnje dreves. Ve¢ji skok pri
rezultatih z metodo ML na najve¢jem oknu gre pripisati ¢asovni zahtevnosti modela RBFN.

Najve¢ji faktor upocasnitve dajo intervalne cenilke, ki za oceno zanesljivosti uporabljajo
pristop stremljenja. NajslabSe se odrezeta razli€ici BML-A. Za razliko od ostalih metod, je
BML-B mogoce uporabiti samostojno, brez da nauc¢imo osnovni model (interval je dolocen z
napovedjo modela bagging). Upocasnitev je zato nekoliko manjSa. Pri vseh metodah
stremljenja je vecji faktor upocasnitve tudi v fazi napovedovanja, kar je pri modeliranju
podatkovnih tokov nezazelena lastnost.

Slika 5.2 prikazuje primerjavo faktorjev upocasnitve obravnavanih metod. Opazimo, da v
povprecju metode algoritem enako upocasnijo v obeh fazah. Povsem drugace je v primeru
regresijskega modela kNN. Kot vidimo na sliki 5.3, so upocasnitve bistveno vecje v fazi ucenja.
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Slika 5.2:

Primerjava faktorjev upocasnitve metod intervalnega ocenjevanja pri najvecji velikosti drse¢ega okna. Posamezni
stolpci predstavljajo upocasnitve uénih algoritmov v fazi uéenja, fazi napovedovanja in skupno upocasnitev.
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Slika 5.3:

Primerjava faktorjev upocasnitve algoritmov za model kNN pri oknu velikosti 500 primerov. Posamezni stolpci
predstavljajo upocasnitve ucnih algoritmov v fazi ucenja, fazi napovedovanja in skupno upocasnitev.

5.3 Ucinkovitost

Uspesnost regresijskih algoritmov podamo s to¢nostjo njihovih napovedi. Kot najboljsi je
ocenjen model, katerega srednja kvadratna napaka je najmanjSa. V tabeli 5.7 so prikazane
povprecne dosezene tocnosti osnovnih uc¢nih algoritmov na skupno 22 umetnih testnih
mnozicah. Ponovno opomnimo, da se pri izvajanju testov nismo ukvarjali z optimizacijo
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posameznih algoritmov in bi se lahko dolo€eni modeli pri druga¢nih parametrih in nastavitvah
odrezali veliko bolje.

50 kNN LR GLM RT RF SVM ANN
20 0.219 0,156 0,156 0,144 0,160 0,203 0.473
50 0,188 0,145 0,145 0,122 0,135 0,172 0,234
100 0,165 0,142 0,142 0,109 0,119 0,152 0,149
250 0,138 0,141 0,141 0,099 0,111 0,134 0,103
500 0,121 0,135 0,135 0,094 0,105 0,116 0,092
Tabela 5.7:

Tocnosti napovedi osnovnih regresijski algoritmov pri razli¢nih velikostih drsecega okna. Podani so normalizirani
koreni srednje kvadratne napake napovedi modelov povpre¢eni preko vseh umetnih testnih mnozic.

Pri¢akovano so to¢nosti napovedi modelov odvisne od velikosti uéne mnozice in se v naSem
primeru izboljSujejo z vec¢jim Stevilom ucnih primerov. V sploSnem ta posploSitev seveda ne
velja, saj lahko pride do prekomernega prileganja u¢ni mnozici. Algoritma LR in GLM
dosegata identi¢ne rezultate, kar kaZe na to, da regresijsko funkcijo modelirata enako (pri
izvajanju testov smo uporabili privzete parametre). Podatki kazejo tudi slabost najsodobnejSega
algoritma ANN v tem, da potrebuje veliko uénih primerov, skritih nivojev/nevronov ali iteracij
za podajanje dobrih napovedi.

Intervalne cenilke upocasnijo u¢ni algoritem. Pri enakih ¢asovnih omejitvah je ta sposoben
obdelati manj u¢nih primerov, kar se kaze v ve¢jih napakah njegovih napovedi. Za izhodisce
vzamemo doseZene tocnosti osnovnih regresijskih modelov na umetnih mnozicah pri najve¢jem
oknu in jih primerjamo z rezultati nadgrajenih algoritmov na manjSih u¢nih mnoZicah.
NajmanjSe drsece okno, na katerem poZenemo teste, zajame 20 primerov. To¢nosti regresijskih
ucnih algoritmov z oceno zanesljivosti so prikazane v tabeli 5.8.
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kNN LR GLM RT RF SVM ANN

brez 500 500 500 500 500 500 500
0,121 0,135 0,135 0,094 0,105 0,116 0,092

ML 120 120 120 120 1250 1100 1250
0,219 0,156 0,156 0,144 0,160 0,152 0,103

BML-A 120 120 120 120 120 120 120
0,219 0,156 0,156 0,144 0,160 0,203 0,473

BML-A* 120 120 120 120 120 120 120
0,219 0,156 0,156 0,144 0,160 0,203 0,473

BML-B 120 120 120 120 120 120 120
0,217 20,811 20,811 #0,123 0,165 0,205 *0,238

NN-5 120 120 120 150 1500 1500 1500
%0,208 0,157 0,157 *0,125 %0,097 *0,101 0,092

NN-100 150 120 1250 1250 1500 1500 1500
*0,187 0,156 0,141 0,100 0,105 *0,115 0,092

CL 120 120 120 120 1500 1250 1500
0,222 0,156 0,156 0,145 0,106 *0,127 0,098

QRF 120 120 120 120 1500 1100 1500
%0,199 %0,147 *0,146 0,145 *0,100 *0,128 0,092

Tabela 5.8:

Tocnosti napovedi algoritmov z oceno zanesljivosti na umetnih testnih mnozicah. Za vsako kombinacijo
regresijskega modela in metode intervalnega ocenjevanja sta podana velikost uéne mnozice in to¢nost napovedi.
Pri racunanju napak, je uporabljena srednja vrednost napovednih intervalov. Puséica | ob velikosti oken ponazarja,
da bi pri upostevanju ¢asovnih omejitev morali okno §e zmanj$ati. Pri 1 bi okno lahko bilo vecje.

Podani so rezultati, pri katerih je skupni izvajalni Cas razSirjenega algoritma najblizje
izvajalnemu Casu osnovnega modela. Rezultate, ob katerih je puscica obrnjena navzgor, bi
lahko z vecjo u¢no mnozico Se izboljsali. Pus¢ica obrnjena navzdol pomeni, da se algoritem z
oceno zanesljivosti izvaja predolgo ¢asa in je okno potrebno nekoliko zmanjsati. Z zvezdico so
oznacene to€nosti, kjer algoritem z oceno zanesljivosti dosega boljSe rezultate kot osnovni
model pri enaki velikosti okna.

Najmanj u¢inkoviti so algoritmi, ki za ocenjevanje zanesljivosti uporabljajo metode BML. Tudi
pri najmanjSem oknu preve¢ upocasnijo algoritem. Pri doslednem upoStevanju Casovnih
omejitev so te metode prakticno neuporabne. Nekoliko bolje se odreze metoda ML. V
kombinaciji z modelom RF in ANN je algoritem sposoben v enakem casu obdelati ve¢ kot
polovico primerov. Manj$a ¢asovna zahtevnost metod na osnovi lokalnih okolic pomeni, da so
algoritmi v povprecju uspesnejsi pri podajanju napovedi. NajmanjSe napake napovedi dajeta
obe metodi najblizjih sosedov.
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Opazimo, da se nekatere dosezene tocnosti razlikujejo od rezultatov osnovnih uénih algoritmov
pri enaki velikosti okna (tabela 5.7). Metodi NN popravita srednjo vrednost napovednih
intervalov. Prav tako napoved osnovnega modela spremenijo metode CL, QRF in BML-B. Pri
metodah na osnovi lokalnih okolic to v povpre¢ju izboljsa uspesnost modelov RF in SVM,
medtem ko jih pri ostalih modelih lahko tudi poslabsa. Tega ne Zelimo posplositi, saj so nasi
testi premalo obsezni. Zaradi popravka napovedi popolnoma odpove metoda BML-B v
kombinaciji z modeloma LR in GLM. Vzrok je v premajhni u¢ni mnozici, zaradi ¢esa model
bagging poda popolnoma druga¢no napoved.

Pri rezultatih nismo upostevali dodatne upolasnitve zaradi pogostejsa premika oken. Ce
postopamo enako, lahko z manjSim oknom napovemo manj primerov preden okno
premaknemo. Drug pristop je, da neglede na velikost okna napovemo enako Stevilo primerov,
vendar bi v tem primeru napovedovali z modelom, naucenim na starejSih (manj relevantnih)
podatkih.

5.4 Vizualna primerjava

O lastnosti intervalnih cenilk zanesljivosti in delovanju razli¢nih pristopov sklepamo iz
grafi¢nih prikazov njihovih napovedi. Razlike med napovednimi intervali vidimo na sliki 5.4,

ki prikazuje uspesnost nekaterih metod na umetnem nelinearnem problemu.

ML: PVNI=0,829; RPNI=0,673; NRMSE=0,212 BML-A: PVNI=0,939; RPNI=0,679; NRMSE=0,212
<Itil A M LS AT AL 1B TR . | +
NN-5: PVNI=0,949; RPNI=0,278; NRMSE=0,058 NN-100: PVNI=0,947; RPNI=0,929; NRMSE=0,212

Slika 5.4:

Napovedni intervali na umetnem problemu nelinearne funkcije. Prikazih je prvih 100 napovedi metod ML,
BML-A, NN-5 in NN-100 z modelom linearne regresije pri najvecjem drseCem oknu. Krogci predstavljajo
residuale osnovnih napovedi modela in navpicne ¢rte posamezne napovedne intervale.
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Na prikazih opazimo, da se napovedni intervali na osnovi maksimalnega verjetja in stremljenja
zelo dobro prilegajo residualom. Intervali so §irsi, kadar so napovedi manj natan¢ne in 0Zzji, ko
je napaka manjsa. Pri ve¢jih odmikih residualov so intervali celo SirSi od konstantnih
napovednih intervalov na u¢ni mnozici, kar se kaze v visji vrednosti RMPIL. Bolj to¢ni so
napovedni intervali metode NN-5. Nizka vrednost RPNI se kaze na sliki z ozjimi in
enakomernejSimi intervali. Na grafu desno spodaj vidimo konstantne napovedne intervale
cenilke NN-100. Metoda na izbranem problemu v povprecju poda najmanj optimalne intervale,
ki so le malenkost 0Zji kot privzeti napovedni interval. Vse predstavljene metode na izbranem
preprostem nelinearnem problemu dosegajo visoko pokrivno verjetnost.

Nasprotno od metod BML, intervalne ocene na osnovi lokalnih okolic po naravi niso simetricne
okoli napovedi, kar je precej o€itno na grafu levo spodaj. Ocene poskus$ajo zajeti podatke in ne
napovedi. Za na$ problem nelinearne funkcije se izkaze, da napovedovanje z oceno zanesljivosti
s cenilko NN-5 opazno izboljSa to¢nost osnovnega modela.

BML-A: PVNI=0,857; RPNI=0,691; NRMSE=0,138 BML-B: PVNI=0,751; RPNI=0,479; NRMSE=0,133

. .
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CL: PVNI=0,671; RPNI=0,420; NRMSE=0,139 QRF: PVNI=0,637; RPNI=0,380; NRMSE=0,140

Slika 5.5:

Napovedni intervali na umetnem problemu linearne odsekovne (lomljene) funkcije. Prikazih je 100 napovedi
metod BML-A, BML-B, CL in QRF z modelom naklju¢ni gozdovi.

Druga primerjava na sliki 5.5 prikazuje napovedi modelov na preprostem problemu odsekovne
linearne funkcije. Razlika v ocenah PVNI in RPNI metod BML se opazi na obeh grafih.
Napovedni intervali metode BML-A so S§irsi in posledi¢no zajamejo ve¢ pravih vrednosti.
Vizualno se metodi s pristopom razvr$¢anja v skupine in kvantilnega regresijskega gozda
obnasata zelo podobno.

Me stirimi prikazanimi so najbolj tocne napovedi z metodo BML-B. Napovedni intervali s
srednjimi vrednostmi modela bagging se nekoliko bolje prilegajo podatkom, kar zaradi man;jsih
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sprememb na grafu ni opazno. Napovedovanje z metodama CL in QRF je na izbrani podatkovni
mnozici manj uspesno.

Primerjavo vseh metod na osnovi lokalnih okolic smo naredili na odsekovno konstantni
funkciji. Na sliki 5.6 so prikazani rezultati pri modeliranju z metodo podpornih vektorjev.

NN-5: PVNI=0,941; RPNI=0,424; NRMSE=0,091 NN-100: PVNI=0,960; RPNI=0,799; NRMSE=0,163

CL: PVNI=0,930; RPNI=0,458; NRMSE=0,108 QRF: PVNI=0,933; RPNI=0,443; NRMSE=0,087

Slika 5.6:

Primerjava intervalnih cenilk na osnovi lokalnih okolic. Prikazih je 100 napovedi metode podpornih vektorjev na
problemu odsekoma konstantne funkcije.

Ocitno je, da so konstantni napovedni intervali metode NN-100 najmanj informativni.
Intervalne ocene ostalih cenilk se bolje prilegajo podatkom. Na grafu metode CL vidimo, da so
nekateri napovedni intervali precej SirSi. Izkaze se, da imajo ti primeri vrednost neodvisne
spremenljivke blizu meji med odsekoma stopnicaste funkcije, kjer so tudi napake napovedi
najvecje. Pri metodi NN-5, ki uposteva residuale najblizjih sosedov, je ekstremov manj. Na prvi
pogled bi ocenili, da metoda QRF poda v povpre¢ju najbolj optimalne intervale, vendar je
metoda NN-5 uspesnejsa.

Z izjemo konstantnih intervalov napovedovanje z oceno zanesljivosti zmanjSa napake
napovedi. Najbolj toéne napovedne intervale poda kvantilni regresijski gozd. Ceprav metoda
QRF pri ocenjevanju zanesljivosti uposteva napoved osnovnega modela, bi iz grafa sklepali, da
sta neodvisni.

Vse metode smo preizkusili na umetno generirani podatkovni mnozici MV Artificial Domain
[38]. Podatki predstavljajo tezji nelinearni problem z 11 odvisnimi numeri¢nimi in
kategori¢nimi atributi. Rezultati napovedovanja z najbolj (SVM) in najmanj uspeSnim (kNN)
regresijskim modelom so predstavljeni na slikah 5.7 in 5.8. Grafi so za lazjo primerjavo
prikazani v enakem merilu.
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CL: PVNI=0,692; RPNI=0,090; NRMSE=0,044

Slika 5.7:
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NN-100: PVNI=0,823; RPNI=0,108; NRMSE=0,038
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QRF: PVNI=0,658; RPNI=0,062; NRMSE=0,037

Prikaz napovednih intervalov metode podpornih vektorjev na umetni podatkovni mnozici MV Artificial domain.

Prikazanih je prvih 100 napovedi.

Pri napovedovanju z naprednim modelom metode podpornih vektorjev so vse metode ocenjene
z razmeroma nizko vrednostjo RPNI. Kljub temu so intervali obeh razli¢ic metode BML-A v
povpre€ju dvakrat Sir$i od ostalih. Ker Ze osnovni u¢ni algoritem dobro modelira podatke, se

vec¢inoma napovedni intervali dobro prilegajo residualom in dosegajo visoko tocnost. Izjema je
metoda CL, ki na izbranem problemu nekoliko poveca napake napovedi.

Na prikazih napovedi modela k-najblizjih sosedov opazimo, da so intervalne ocene manj

optimalne in so razlike med vrednostmi RPNI manjSe. Z dobrimi rezultati ponovno izstopa
kvantilni regresijski gozd, ki napovedi popravi v smeri dejanskih vrednosti.
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BML-A: PVNI=0,981; RPNI=1,054; NRMSE=0,219

BML-B: PVNI=0,955; RPNI=0,877; NRMSE=0,214

MSE=0,2

1=0,814; NRI
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Primerjava napovednih intervalov modela k-najblizjih sosedov na umetno generirani podatkovni mnozici MV

Artificial domain.

Slika 5.8:



Poglavje 6  Zaklju€ki

V diplomski nalogi smo raziskali razli¢ne pristope k ocenjevanju zanesljivosti napovedovanja
na podatkovnih tokovih. Zeleli smo poiskati metodo, ki je hitra in v povpre&ju poda najboljse
intervalne ocene na poljubnih regresijskih problemskih mnozicah z razli¢nimi napovednimi
modeli. Rezultati so pokazali, da splosna metoda, ki bi bila po vseh kriterij ocenjena najbolje
ne obstaja. Vseeno lahko zaklju¢imo, da so nekatere metode bolj in druge manj primerne za
napovedovanje na neskon¢nih dinamicnih podatkih.

Metode stremljenja tvorijo najbolj pravilne napovedne intervale. To ni nujno dobra lastnost, saj
5% najblizjih sosedov (NN-5). Po oceni skupne statistike sta uspesni tudi metoda razvrs¢anja v
skupine CL in kvantilni regresijski gozd (QRF).

Ko modeliramo podatkovne tokove, je verjetno najbolj stroga omejitev ¢as izvajanja algoritma.
Metode BML s pristopom stremljenja najbolj upoc€asnijo uéni algoritem in so po tem kriteriju
oCitno najslabsa izbira. Pri man;jsi velikosti drseCega okna se vse ostale metode odrezejo dosti
bolje. Med vsemi ima v poprecju najman;jsi faktor upocasnitve metoda najblizjih sosedov, ki
uposteva residuale celotne u¢ne mnozice (NN-100). Pri tej se tudi pri najvecjem oknu izvajanje
algoritma upocasni za manj kot Cetrtino. Pomembna je ugotovitev, da nekatere metode
algoritem upocasnijo tudi v fazi napovedovanja. Kadar potrebujemo hitre odlocitve, metode s
pristopom maksimalnega verjetja in stremljenja ter NN-5 (pri ve¢jem oknu) niso primerne.

Metode na osnovi lokalnih okolic lahko ucinkovito uporabimo v kombinaciji s ¢asovno
zahtevnejSimi regresijskimi algoritmi. V nekaterih primerih lahko z ocenami zanesljivosti celo
zmanjSamo napake napovedi pri enaki velikosti okna. Naju€inkovitejSa je metoda NN-100, ki
je tudi edina, ki jo lahko ob doslednem upostevanju ¢asovnih omejitev uporabimo z vsemi
napovednimi modeli. Metode stremljenja so v tem pogledu prakticno neuporabne.

Po drugi strani so konstantni napovedni intervali cenilke NN-100 najmanj informativni.
Intervali metod s pristopom maksimalnega verjetja in stremljenja se bolje prilegajo residualom.
Ker so simetri¢ni okoli napovedi, so algoritmi z oceno zanesljivosti enako uspesni kot osnovni
model. Nasprotno pa lahko intervalne ocene na osnovi lokalnih okolic spremenijo napovedi
modela in se bolje prilagodijo dejanskim podatkom. Ali se s tem izboljSa tocnost napovedi, je
odvisno od posameznega problema in/ali regresijskega algoritma. V naSih testih se je kot
najuspesnej$a metoda v tem pogledu izkazala QRF. Razlike med posameznimi pristopi so bolj
vidne, kadar model slabse modelira podatke. Pricakovano so takrat napovedni intervali vseh
metod Sirsi.
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Za napovedovanje zanesljivosti na podatkovnih tokovih so primernejSe metode na osnovi
lokalnih okolic. Testi in meritve, ki smo jih naredili v sklopu diplomske naloge, so premalo
iz¢rpne, da bi lahko nekriti¢no dolocili najboljSo metodo. Podatki v podatkovnih tokovih so
lahko zelo raznoliki. Od preprostih meritev senzorjev do kompleksnih hitro spreminjajocih
podatkov. Tudi v preizkusih smo na razli¢nih mnozicah podatkov z enakimi metodami dobili
razli¢no dobre rezultate.

Za boljso primerljivost bi bilo potrebno teste ponoviti z razlicnimi parametri metod (npr.
razlicno Stevilo u¢nih mnozic modela bagging, izbira drugega modela za napovedovanje
variance Suma podatkov...). Na naSih testnih mnozicah se je kot najboljSa izbira pokazala
metoda na osnovi lokalnih okolic s 5% najblizjih sosedov, kot drugo bi izpostavili metodo s
kvantilnim regresijskim gozdom. Gotovo so za delo na podatkovnih tokovih najmanj primerne
metode s pristopom stremljenja.

6.1 Nadaljnje delo

Testiranja metod smo se lotili s staticnim ucenjem na uénih mnozicah. Za modeliranje
podatkovnih tokov se pogosto uporabijo naprednejSe inkrementalne razliCice algoritmov
strojnega ucenja, ki so Casovno bistveno u€inkovitejSe. Na enak nacin je mogoce pohitriti tudi
nekatere metode za ocenjevanje zanesljivosti. Metode stremljenja, ki izvajanje ucnega
algoritma najbolj upocasnijo, lahko implementiramo z uporabo sprotne razli¢ice modela
bagging in inkrementalnim uc¢enjem notranjih modelov. Poleg manjSega izvajalnega ¢asa lahko
takSen pristop izboljsa tudi to¢nost napovedi, saj modeli ohranijo staro znanje.

Pri uporabi metod smo predvideli fiksne velikosti drse¢ega okna. Adaptivno drsece okno (angl.
adaptive windowing) lahko prilagodi svojo velikost, pri ¢emer se zozi ali razsiri. V delu [6] je
ta pristop uporabljen na podatkih, ki se spreminjajo skozi &as. Ce se medprihodni ¢as podatkov
spreminja, lahko, kadar so potrebne hitrejSe odlocitve, u¢enje izvajamo na manjsi u¢ni mnozici
ali uporabimo hitrejSe intervalne cenilke.

Obravnavali smo metode, ki jih lahko uporabimo z vsemi regresijskimi problemi. V [14] je
predstavljena novejSa ne-parametri¢na metoda, ki jo v diplomskem delu nismo zajeli. V
povezavi z nekaterimi regresijskimi modeli bi lahko uporabili druge specificne metode
intervalnega ocenjevanja zanesljivosti. Prav tako so bile razvite napredne metode za uporabo v
posebnih aplikacijah [3].

Pri tvorjenju intervalne ocene lahko kombiniramo napovedi razlicnih metod ocenjevanja
zanesljivosti. Ceprav bi s tem algoritem dodatno upodasnili, bi lahko dobili bolj pravilne in
optimalne napovedne intervale. Razli¢ne pristope lahko zdruzimo tudi tako, da jih uporabimo
izmeni¢no. Podatki v podatkovnem toku se lahko dinami¢no spreminjajo. V dolo¢enem
obdobju je bolje uporabiti en pristop, v drugem obdobju drugi.
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V nasih poskusih so bili vsi primeri iz ene testne podatkovne mnoZzice vzorceni iz istega
regresijskega problema. V podatkovnih tokovih lahko prihaja do nenadnih sprememb v ciljnem
konceptu. Ocene zanesljivosti bi lahko uporabili za prepoznavanje teh sprememb. Za oceno
njihove uspesnosti bi bilo potrebno intervalne cenilke ovrednotiti na ve¢ realnih in umetnih
spremenljivih problemih.

Med obdelavo podatkovnih tokov je lahko omejitev tudi prostorska, zaradi Cesar nekaterih
metod ne moremo uporabiti. V nasih poskusih so za izvajanje najveC prostora potrebovale
metode s pristopom stremljenja, ki pa bi jih lahko z boljSo implementacijo dodatno optimizirali.
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