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lobar. Kandidat mora članici predložiti izdelano doktorsko disertacijo v zadostnih izvodih
najpozneje do 18. 5. 2013.

Obrazložitev:
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disertacijo v zadostnih izvodih. Kandidatu je bil določen rok glede na datum sprejetja teme na
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prof. dr. France Mihelǐc, član
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Povzetek:

V doktorski disertaciji se ukvarjamo z vrednotenjem redkihimpulznih izvorov v linearnih kon-

volutivnih mešanicah, tj. z ocenjevanjem njihovega števila, dolžin njihovih impulznih odzivov in

njihovih medsebojnih prekrivanj. V ta namen razvijemo statistične modele indeksa aktivnosti, in

sicer modele povprěcja, variance in avtokovariančnega zaporedja, s pomočjo katerih lahko oce-

nimo dolžino sistemskih odzivov in število aktivnih impulznih izvorov v opazovanih signalnih

mešanicah.

Začnemo s pregledom obstoječega stanja na področju ocenjevanja števila izvorov in dolžine

sistemskih odzivov. Nato predstavimo model konvolutivnihmešanic odzivov redkih impulznih

izvorov. Na kratko predstavimo še dekompozicijo površinskih EMG, metodo kompenzacije kon-

volutivnih jeder in indeks aktivnosti.

Pri modeliranju indeksa aktivnosti se osredotočimo ločeno na prispevke izvorov in šuma,

dodanega signalom. Lastnosti razvitih modelov uporabimo pri ocenjevanju dolžine sistemskih

odzivov in števila izvorov, za kar razvijemo dva postopka. Prvi temelji na modelu variance inde-

ksa aktivnosti in s pomǒcjo redukcije iskalnega prostora ocenjuje tako dolžino odzivov kot tudi

število izvorov. Drugi postopek je kombiniran in temelji namodelu avtokovariaňcnega zapo-

redja indeksa aktivnosti, s katerim ocenimo dolžine sistemskih odzivov. Ko so dolžine odzivov

ocenjene, lahko ocenimo število izvorov s pomočjo metod za ocenjevanje števila izvorov v mul-

tiplikativnih mešanicah. Drugi pristop se je izkazal za boljšega.

V nadaljevanju predstavimo še možnosti nadgradnje indeksaaktivnosti s statistikami 3. in

4. reda ter probleme, ki pri tem nastanejo. Razvite modele nato preverimo na umetnih signalih z

naključnimi sistemskimi odzivi in na umetnih površinskih elektromiogramih.
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Abstract:

In this doctoral thesis, we address the evaluation of sparseimpulse sources in convolutive signal

mixtures. We develop statistical models of activity index,namely model of activity index ave-

rage, variance and autocovariance sequence. The models canbe used for the estimation of the

system response lengths and the number of active impulse sources in the observed convolutive

mixtures.

We begin with an overview of the state of the art in the field of estimation of the number of

sources and the length of system responses. Next, a model of convolutive mixtures of sparse im-

pulse sources is introduced, which means a basis for all the derived activity index models. Next,

a decomposition of surface EMG and the convolution kernel compensation (CKC) method are

briefly presented. This is because activity index was introduced together with this decomposition

method and it represents an essential part of CKC.

The main part of this work is devoted to modelling the activity index. When doing this, we

focus on the contributions of sources and noise separately.Developed models can be used for the

estimation of system response lengths and the number of active impulse sources. For this purpose

we developed two methods. The first one is based on the model ofactivity index variance and

estimates the length of system responses and the number of sources by a reduction of search

space. The second approach is based on the autocovariance sequence of activity index, which

also estimates the length of the system responses. When the length of the system responses

is estimated, the number of sources can be derived by using methods that rely on the system

eigenvalues. The second approach has proved to be better.



In the sequel, the possibilities for upgrading the activityindex with higher-order statistics are

presented. We address third- and fourth-order statistics and problems that appear when using

them to extend the basic form of activity index. The developed models are verified on synthetic

convolutive mixtures of sparse impulse sources.
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3 Statistični modeli indeksa aktivnosti 17

3.1 Definicija indeksa aktivnosti . . . . . . . . . . . . . . . . . . . . . .. . . . . . 17
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Poglavje 1

Uvod

Signal je formalni opis poteka nekega pojava skozičas, na primer zvok, slika, biomedicinski

signali, telekomunikacijski signali, signali raznih senzorjev itd. Obdelava signalov pa je skupno

ime za vse operacije, ki spreminjajo, analizirajo ali kako drugǎce obravnavajo signale. Glavni

namen obdelave signalov je, da iz zajetih signalov izluščimo čimvěc informacij, ki nam lahko

pomagajo pri dolǒcanju znǎcilnosti opazovanih pojavov. Danes se večina fizikalnih pojavov, ki

jih želimo proǔcevati, zajame s pomočjo senzorjev, ki pretvorijo opazovani pojav v električno

obliko. V taki obliki lahko signale obdelujemo z naprednimipostopki na rǎcunalniških sistemih.

Obdelava signalov je široko področje, ki predstavlja presečišče věcih ved: elektrotehnike (zajem

signalov), matematike (matematične operacije), rǎcunalništva (algoritmi) in vseh ostalih ved, ki

se z razlǐcnimi signali srěcujejo v svoji praksi (medicina, strojništvo, zabavna industrija itd.).

Posebno vejo signalov tvorijo biomedicinski signali. Delovanječloveškega telesa je tesno

povezano z električnimi, kemǐcnimi in akustǐcnimi signali, ki v svoji strukturi prenašajo skrito

informacijo. To informacijo želimo na nek način izluš̌citi, da jo lahko pravilno interpretiramo

[93]. Signali namrěc odsevajo lastnosti, ki so povezane z biološkim sistemom, in njihovo deko-

diranje je zelo pomembno pri razlagi in identifikaciji različnih bolezenskih stanj. Proces deko-

diranja signalov je lahko enostaven in se opravi samo z vizualnim pregledom zajetega signala.

Toda věcinoma so biomedicinski signali zelo kompleksni in njihovaobdelava je postala nepo-

grešljivo orodje za odkrivanje pomembnih informacij, ki soskrite v signalu. Tako se danes v

vsakdanji praksi za diagnozo bolezni srca, možganov in mišic uporabljajo informacije prido-

bljene iz bioelektrǐcnih signalov, kot npr. elektrokardiogram (EKG), elektromiogram (EMG) in

elektroencefalogram (EEG).

EMG [80] je elektrǐcni signal, ki ga ustvarjajo skeletne mišice - aparat, ki namomogǒca gi-

banje. Mehanizem je zelo zapleten in sestavljen iz množice delov: centralne nadzorne strategije,

prenosa signala preko živčnih vlaken in živ̌cno-mišǐcnih stǐcišč, elektrǐcne aktivacije mišǐcnih
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vlaken in ustvarjanja mišične sile, ki premika kosti. Mehanizem vključuje tudi povratne po-

vezave, ki sporǒcajo možganom informacijo o dolžini in hitrosti krajšanja mišice in o silah, ki

delujejo na kite. EMG torej skriva informacijo o motoričnem aparatu in o njegovih nadzornih

strategijah.

Podrǒcje digitalne obdelave signalov je zelo obsežno, globalno ga lahko razdelimo na deter-

ministične in stohastične pristope. Slednji temeljijo na verjetnostnih modelih,ki jih srečamo v

mnogih aplikacijah in napravah informacijsko komunikacijskih tehnologij, biomedicinske teh-

nike, rǎcunalniškega vida itd. V disertaciji se ukvarjamo s statistično obdelavo stohastičnih

signalov (statistical signal processing) [63, 100] in obdelavo polj signalov (array signal pro-

cessing) [83]. Najvěc pozornosti je namenjene zaznavanju izvorov (source detection), znanim

tudi pod imenom ocenjevanje števila izvorov [7, 8, 37, 41, 58, 59, 82, 97] in ocenjevanju dolžine

sistemskih impulznih odzivov [9, 65]. Zaznavanje izvorov je tesno povezano s slepim ločeva-

njem izvorov (BSS). Skupno obema metodama je, da izhajata leiz signalnih meritev, dodatne

informacije o izvorih in njihovem procesu mešanja pa niso znani, zato govorimo o slepemu za-

znavanju in lǒcitvi. Razlika med metodama je naslednja: pri zaznavanju izvorov nas zanima le

število aktivnih izvorov, pri lǒcitvi pa tudi njihova rekonstrukcija. To je tudi razlog, da je ločitev

izvorov časovno zahtevnejša in ni primerna, kadar želimo zgolj oceniti število izvorov.

V doktorski disertaciji raziskujemo problem slepega vrednotenja redkih impulznih izvorov

v linearnih konvolutivnih mešanicah. Privzamemo torej sestavljene signale redkih impulznih

izvorov in konvolutivni nǎcin mešanja. Predvidimo tudi, da je danih več meritev razlǐcnih me-

šanic istih izvorov (věckanalne meritve), kar modeliramo kot sistem z več vhodi in věc izhodi

(podpoglavje 2.3).

Vrednotenje izvorov v věckanalnih meritvah smo zasnovali na t. i. indeksu aktivnosti, ki te-

melji na Mahalanobisovi razdalji izvorov (poglavje 3). Za njegov izrǎcun potrebujemo zgolj

signalne meritve, predstavlja pa indikator aktivnosti vseh izvorov, ki so prisotni v opazovanih

meritvah. Pomembna lastnost indeksa aktivnosti je, da ne vsebuje věc sistemskih odzivov, ki

so prisotni v signalnih meritvah, saj se le-ti v procesu računanja izlǒcijo. Namesto sistemskih

odzivov se na mestih, kjer je določen izvor aktiven, pojavijo pravokotni odzivi iste dolžine, kot

so odzivi v meritvah. Indeks aktivnosti tako vsebuje informacije o intervalih aktivnosti vseh iz-

vorov in dolžini njihovih sistemskih odzivov. To pa so informacije, ki jih pri vrednotenju izvorov

potrebujemo.

Raziskave indeksa aktivnosti razdelimo v dva večja podsklopa. Prvi je povezan z modelira-

njem osnovnega indeksa aktivnosti, ki temelji na računanju Mahalanobisove razdalje, drugi pa z

nadgradnjo indeksa s statistikami višjih redov (SVR). Rezultati obeh podsklopov predstavljajo

novost in bodo pripomogli k hitrejšemu in robustnejšemu ocenjevanju števila redkih impulznih

izvorov iz njihovih konvolutivnih mešanic, dolžine sistemskih impulznih odzivov, vrednotenju
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lastnosti impulznih izvorov ter uspešnejši dekompozicijinjihovih mešanic. Ocena števila aktiv-

nih izvorov v konvolutivnih mešanicah je namreč pomemben in pereč problem z veliko prak-

tično uporabnostjo na področju preǔcevanja odzivov iz naravnih sistemov, kot so biomedicinski

signali, kjer število izvorov ni vnaprej znano in ni striktno obvladljivo. Poleg ocenjevanja števila

izvorov je pomembno tudi ugotavljanje trenutkov njihove aktivnosti, kar predstavlja kljǔcni ko-

rak pred kratkim razvite metode za kompenzacijo konvolucijskih jeder (CKC) pri dekompoziciji

večkanalnih meritev. Razvite modele indeksa aktivnosti lahko uporabimo za dolǒcanje poten-

cialnih kandidatov trenutkov impulzov, ki so potrebni kot začetni približek za dobro delovanje

gradientne CKC [47], saj je konvergenca metode odvisna od optimalnosti zǎcetnega približka

[49].

Za izpeljavo statistǐcnega modela indeksa aktivnosti uporabljamo analitični pristop (poglavje

3). Osredotǒcamo se na modeliranje matematičnega upanja in variance indeksa aktivnosti, raz-

širjamo pa ga še s statistikami tretjega inčetrtega reda. Le-te ocenjujemo vzorčno s pomǒcjo

momentov višjih redov. Pri nadgradnji indeksa aktivnosti sSVR moramo upoštevati tudi do-

ločene omejitve, saj za dovolj nepristransko ocenjevanje statistik tako drugega kot tudi višjih

redov potrebujemo dolge, stacionarne signale [105]. Posebej pri signalih, zajetih v naravnih pro-

cesih, se lahko izkaže, da niso vesčas meritev stacionarni oziroma da so stacionarni le krajši

odseki. Dolžina signalov iz opazovanih konvolutivnih mešanic, ki omogǒci dovolj nataňcno in

nepristransko statistično ocenjevanje, pa je odvisna od lastnosti izvorov. Pri impulznih izvorih

so pomembni povprěcni medimpulzni razmik in impulzni odzivi. Zato ni možno vedno vnaprej

oceniti, kakšna statistična odstopanja se bodo pojavila v končnih ocenah zaradi prekratkih si-

gnalov, kakšna zaradi lastnosti izvorov in kakšna zaradi dodanih šumov v meritvah ter napak, ki

jih vnašajo rǎcunske metode. V modelih indeksa aktivnosti zato skušamočim reprezentativneje

zajeti vpliv vseh naštetih odstopanj, saj dosedanje izkušnje kažejo, da robustnost pristopov, ki

izhajajo iz Mahalanobisove razdalje, pogosto ni zadovoljiva [48, 56, 57, 58]. Veljavnost razvitih

modelov preverimo z umetnimi signali pričimbolj širokemu spektru parametrov. Uporabljamo

tako umetne konvolutivne mešanice redkih impulznih izvorov z nakljǔcnimi sistemskimi odzivi

kot tudi umetne površinske EMG.

V skladu z zastavljenimi cilji skušamo v disertaciji dokazati naslednjo tezo:

S pomočjo statističnega modela indeksa aktivnosti lahkoocenimo število redkih impulznih izvo-

rov, če izhajamo iz njihovih konvolutivnih mešanic.Če nadgradimo računanje osnovnega inde-

ksa aktivnosti, ki temelji na Mahalanobisovi razdalji, s statistikami višjih redov, lahko dosežemo

robustnejše ovrednotenje števila in lastnosti izvorov. Indeks aktivnosti, izračunan s statistikami

višjih redov, izboljša dekompozicijsko metodo CKC, saj z njim povečamo verjetnost, da bomo

pravilno določili začetne približke trenutkov impulzovv posameznih izvorih.
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Postavljeno tezo doktorske disertacije smo razširili v naslednje sklope hipotez. V njih lǒceno

obravnavamo modeliranje matematičnega upanja in variance indeksa aktivnosti, vpliv šuma v

meritvah na modelirani indeks, indeks aktivnosti s statistikami višjih redov in vpliv indeksa s

statistikami višjih redov na dekompozicijo sestavljenih signalov:

1. Z modeliranjem variance osnovnega indeksa aktivnosti, računanega za naddoločen sistem

konvolutivnih mešanic, lahko ocenimo število redkih impulznih izvorov in dolžino njihovih

impulznih odzivov. Varianca indeksa aktivnosti je v kvadratni odvisnosti od števila izvorov

in dolžine njihovih impulznih odzivov.

2. Povprečje prispevka šuma v indeksu aktivnosti je neodvisno od razmerja signal-šum (SNR)

v signalnih meritvah, za katere je računan, in je določenole s številom izvorov, dolžino

njihovih impulznih odzivov, številom razširjenih meritevin njihovo dolžino.

3. Indeks aktivnosti lahko naredimo robustnejši, če ga namesto z Mahalanobisovo razdaljo

računamo s statistikami višjih redov, tako da je manj občutljiv na slabša razmerja signal-

šum in na prekrivanja v delovanju izvorov. Nadgradnja indeksa aktivnosti s statistikami

lihih redov ni uporabna brez Tihonove regularizacije. Šelez njo lahko prispeva k večji

robustnosti indeksa aktivnosti in ločljivosti izvorov. Nadgradnja indeksa aktivnosti s sta-

tistikami sodih redov ne potrebuje Tihonove regularizacije, da doseže enako robustnost in

ločljivost kot statistike lihih redov s Tihonovo regularizacijo.

4. S kombiniranjem informacij iz indeksov aktivnosti, izračunanih pri različnih višjih redih

statistik, lahko ocenimo časovno spreminjanje prekrivanja posameznih izvorov.

5. Informacije iz indeksov aktivnosti, izračunanih pri višjih redih statistik, izboljšajo dekom-

pozicijo sestavljenih signalov z metodo CKC, saj je z njimi mogoče natančneje določiti

začetne približke trenutkov impulzov. Z izboljšanim dekompozicijskim pristopom, ki izhaja

iz indeksa aktivnosti s statistikami višjih redov, razpoznamo večje število izvorov, poveča

pa se tudi natančnost ocene trenutkov impulzov v posameznih izvorih.

V nadaljevanju sledi še kratek vsebinski pregled dela. Doktorsko disertacijo smo zasnovali

v šestih poglavjih. V drugem poglavju najprej pregledamo obstojěce metode za ocenjevanje

števila izvorov, ki mu sledi pregled metod za dekompozicijokonvolutivnih mešanic. Nato se

posvetimo modeliranju konvolutivnih mešanic iz odzivov impulznih izvorov. Postavljeni model

uporabljamo skozi celotno delo. Sledi natančnejša predstavitev dekompozicijske metode CKC

in definicija indeksa aktivnosti, ki predstavlja temelj naših doktorskih raziskav.

Tretje poglavje predstavlja jedro disertacije in njene bistvene inovativne prispevke, saj v njem

raziš̌cemo statistǐcni model indeksa aktivnosti. Najprej izpeljemo model matematǐcnega upanja
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in vzořcne variance, ki predstavljata temelj za ocenjevanje števila izvorov v linearnih konvolu-

tivnih mešanicah. Sledi razširitev modela za varianco s kovariaňcnim zaporedjem, s katerim po-

stavimo osnovo za določanje dolžine sistemskih impulznih odzivov. V naslednjih podpoglavjih

pa s pomǒcjo izpeljanih modelov predstavimo postopka za določanje števila aktivnih impulznih

izvorov in dolžine sistemskih impulznih odzivov.

Četrto poglavje je namenjeno nadgradnji indeksa aktivnosti s SVR. Tudi ti pristopi pome-

nijo novost. Najprej podamo splošno definicijo indeksa aktivnosti s SVR. Nato predstavimo

problematiko nastajanja novih, umetnih izvornih komponent, s katerimi se srěcujemo pri stati-

stikah višjih redov,̌ce se delovanje osnovnih izvorov prekriva. Sledi ločena predstavitev indeksa

aktivnosti s statistikami sodih in lihih redov. Pri lihih redih preǔcimo tudi smotrnost Tihonove

regularizacije za izboljšanje rezultatov.

V petem poglavju preverimo veljavnost izpeljanih modelov indeksa aktivnosti najprej z ume-

tnimi signali in nato še z realnim površinskim EMG. Uporabljamo razlǐcne umetne signale, s

katerimi simuliramo posebne primere in ocenjujemo robustnost razvitih modelov. Najprej upo-

rabimo konvolutivne mešanice impulznih izvorov z naključnimi sistemskimi odzivi, prǐcemer

spreminjamo parametre sistema, kot so število izvorov, število meritev, dolžina sistemskih od-

zivov, število razširitev meritev ter moč šuma, in vrednotimo obnašanje razvitih modelov. S

pomǒcjo umetnih signalov in simulacije monte carlo (MC) ocenimotudi robustnost modelov

pri belem gaussovsko porazdeljenem šumu z ničelnim povprěcjem in razlǐcnimi razmerji signal-

šum. Poleg signalov z naključnimi odzivi modele preizkusimo tudi z umetnimi površinskimi

EMG, ki se od prejšnje skupine umetnih signalov razlikujejov obliki sistemskih odzivov in po-

gojenosti mešalnega procesa. Na tej množici signalov ponovimo vrednotenja, ki smo jih izvedli

pri signalih z nakljǔcnimi odzivi. Na koncu poskušamo oceniti še število aktivnih izvorov in

dolžine njihovih odzivov na primeru realnih površinskih EMG. Opišemo še študijo, ki ugotavlja

možnost uporabe indeksa aktivnosti za ocenjevanje mišične sile iz površinskih EMG.

Šesto poglavje je namenjeno razpravi in sklepom. V njem primerjamo izpeljane postopke

ter osvetlimo njihove prednosti in slabosti. Podamo tudi smernice za bodǒci razvoj. Na koncu

poglavja podamo še sklepe, kjer strnemo ugotovitve iz prejšnjih poglavij in potrdimo oziroma

zavržemo postavljene hipoteze in tezo doktorske disertacije.
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Poglavje 2

Pregled podrǒcja

V tem poglavju podamo kratek pregled področij, s katerimi se srěcujemo v disertaciji. Najprej

pregledamo obstoječe metode za ocenjevanje števila izvorov in dolžin njihovihodzivov. Nato

predstavimo model konvolutivnih mešanic, ki ga privzamemov disertaciji in predstavlja temelj

za izpeljavo statističnih modelov indeksa aktivnosti. Sledi kratek pregled metod za dekompozi-

cijo površinskih EMG in predstavitev metode CKC.

2.1 Ocenjevanje števila izvorov

Določanje števila aktivnih izvorov v opazovanih meritvah signalov je pomemben korak v vseh

aplikacijah za obdelavo večkanalnih meritev [37]. Věckanalne meritve se vse pogosteje upora-

bljajo v biomedicinskih aplikacijah (EMG, EEG, EKG) [7, 80], sistemih za razpoznavo govora

(polje mikrofonov) [86], telekomunikacijskih sistemih (polja anten) [68] itd.

Prve metode za ocenjevanje števila izvorov so se pojavile sredi osemdesetih let prejšnjega

stoletja [103]. Temeljile so na dejstvu, da je število dominantnih lastnih vrednosti korelacij-

ske matrike meritev povezano s številom aktivnih izvorov. Ker pa je meja med dominantnimi

in nedominantnimi lastnimi vrednostmi težko določljiva, so si pomagali z uporabo kriterijev s

podrǒcja teorije informacij. Sledile so izboljšane metode, zasnovane na gradientu lastnih vre-

dnosti [73], teoremu Gerschgorinovih diskov [104] in realnočasovna izvedba [37]. Predlagana

je bila tudi uporaba lastnih vektorjev namesto lastnih vrednosti [41], kar naj bi pověcalo od-

pornost na šum. Kasneje so se pojavili pristopi, ki za ocenjevanje števila izvorov uporabljajo

filtre delcev (particle filters) [67], analizo neodvisnih komponent (ICA) [91], LU- in QR-razcep

prěcne spektralne matrike (cross-spectral matrix) [15], banke Kalmanovih filtrov [82] in diskre-

tno vaľcno transformacijo [62]. Vse naštete metode se uporabljajoza oceno števila izvorov pri

naddolǒcenih sistemih, kjer je število izvorov manjše od števila meritev. Pojavljajo se tudi novi
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pristopi, ki delujejo pri poddolǒcenih sistemih, kjer je število izvorov večje kot število meritev

[1, 2, 3, 6, 27, 68, 86, 97].

V nadaljevanju predstavljamo posebni primer ocenjevanja števila izvorov v izmerjenih signa-

lih, ki se uporablja v elektromiografiji, zato se terminologija razlikuje od predstavljene. Pristop

se namrěc imenuje ocenjevanje števila motoričnih enot (ME) oziroma štetje ME. Določanje šte-

vila aktivnih ME v preǔcevani mišici je zelo pomembno pri ocenjevanju strukture infunkcije

mišic, saj se le-te razlikujejo po številu ME in po številu mišičnih vlaken v posameznih ME.

Število ME v mišici se lahko spremeni zaradi staranja, bolezni ali poškodb. Dolǒcanje števila

ME se zato uporablja za diagnosticiranje bolezni in spremljanje ǔcinkov staranja ali poškodb

mišic. Metode za štetje ME zahtevajo posebne postopke merjenja signala in so zato uporabne

zgolj v elektromiografiji [17, 92]. Obstaja več izvedb, vse metode pa si delijo skupen princip,

in sicer primerjajo povprěcne vrednosti parametrov posameznih ME s parametri celotnemišice.

Najvěckrat se kot parameter uporablja amplituda ali površina potenciala motorǐcne enote (PME),

lahko pa tudi mišǐcna sila [92]. PME se merijo s površinskim EMG, parameter ME (potencial

ali sila) pa se lahko dolǒci pri šibki prostovoljni skřcitvi ali pri stopnjevani elektrǐcni stimulaciji.

Pri uporabi stopnjevane električne stimulacije motoričnih živcev se zajamejo naraščajǒci odzivi

PME celotne mišice. Predpostavljeno je, da je vsak prirastek v odzivu posledica aktivacije nove

ME.

2.2 Ocenjevanje dolžine sistemskih odzivov

Ocenjevanje dolžine sistemskih odzivov oziroma reda sistema se uporablja na več podrǒcjih, npr.

v telekomunikacijah [9, 65, 71], identifikaciji sistemov [84] in obdelavi biomedicinskih signa-

lov [89]. Postopki za slepo identifikacijo sistemskih odzivov predvidevajo, da so pričakovane

dolžine sistemskih odzivov vnaprej znane [70, 78], zato potrebujemo njihovo oceno, preden jih

identificiramo. Klasǐcni pristopi za ocenjevanje reda sistema temeljijo na kriteriju teorije o in-

formacijah, npr. Akaikov informacijski kriterij (AIC) in funkcija najkrajše dolžine opisa (MDL).

Njihova slabost je, da so zelo občutljivi na šum [71].

Za ocenjevanje dolžine sistemskih odzivov pri sistemih z enim vhodom in enim izhodom so

se uporabljale SVR [84]. Ti pristopi so predvidevali, da je obmǒcje dolžin sistemskih odzivov

znano, ocene pa so bile zanesljive zgolj pri signalih, dolgih vsaj nekaj 10.000 vzorcev. Razvoj

pristopov se je nadaljeval s proučevanjem sistemov z enim vhodom in več izhodi (SIMO) [9, 71].

Pristop, predstavljen v [71], je npr. uspešen do šuma s SNR 30dB pri kratkih sistemskih odzivih

do dolžine 5 vzorcev. Drugi predstavljen pristop pa ni slep,saj predvideva, da so znani tako

vhodi kot tudi izhodi iz opazovanega sistema [9]. Najobširnejša študija na področju ocenjevanja
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dolžin sistemskih odzivov za sisteme SIMO in sisteme z več vhodi in věc izhodi (MIMO) je bila

predstavljena v [65]. Temelji na preslikavi podprostorov sistemskih izhodov in je zanesljiva vse

do šuma s SNR 20 dB. Preizkušena je bila s simuliranimi sistemi MIMO z dvema vhodoma in

šestimi izhodi in s sistemskimi odzivi dolžine 4 vzorce. Zanesljivost metode se občutno zmanjša

pri nižjih SNR in daljših sistemskih odzivih.

V praksi pogosto naletimo na probleme, ki zahtevajo modeliranje opazovanega sistema z več

vhodi in věc izhodi, npr. věckanalni komunikacijski sistemi [65], zajemanje bioelektričnih si-

gnalov s poljem elektrod [48] itd. V takih primerih so lahko dolžine sistemskih odzivov dolge

več deset vzorcev, zajete meritve so lahko zelo šumne in pojavise tudi nezanemarljivǒcasovno

prekrivanje v aktivnosti izvorov. V takih primerih je nemogoče oceniti red sistema z omenjenimi

pristopi. Zato smo na podlagi modelov indeksa aktivnosti razvili novo metodo, ki jo predsta-

vljamo v podpoglavju 3.4.

2.3 Modeliranje konvolutivnih mešanic iz odzivov redkih im-

pulznih izvorov

V disertaciji smo privzeli diskreten, linearen, pomično neodvisen (shift-invariant) sistem MIMO,

ki je bil uporabljen že v [42, 68, 86, 91]. Sistem imaN vhodov inM izhodov. Vhode v sistem

predstavljajo redki impulzni izvori, ki jih označimo ssj(n), izhode iz sistema pa meritve šumnih

signalov, ki jih oznǎcimo zyi(n). V sistemu zN vhodi inM izhodi obstajaN ×M sistemskih

kanalov in za vsak kanal je predviden poseben sistemski impulzni odziv, ki ga oznǎcimo shij(l)

in ki predstavlja prispevekj-tega izvora ki-ti meritvi ob vsakem impulzu, ki se pojavi vj-tem

izvoru. Privzemimo še, da so vsi sistemski odzivi realni in dolgi L vzorcev, njihove oblike pa

niso fiksno dolǒcene in se lahko izberejo poljubno glede na aplikacijo

∀i, j : hij(l) ∈ R, l ∈ [0, L− 1]. (2.1)

Vhode v sistem predstavljajo redki impulzni izvori. S pojmom impulzni izvor oznǎcujemo

signal impulzne oblike, ki lahko zavzame le binarni vrednosti 0 in a, kjer jea poljubno, od nǐc

različno realno število. Vzorcem izvornega signala, ki imajo vrednosta, pravimo impulzi. Signal

j-tega impulznega izvorasj(n) definiramo s pomǒcjo enotinega impulza delta

δ(n) =

{

1, n = 0

0, n 6= 0
(2.2)
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kot:

sj(n) =

λj∑

k=1

ajδ(n− Tj(k)), n ∈ [0, d− 1], (2.3)

kjerTj(k) predstavlja trenutekk-tega impulza v signaluj-tega impulznega izvora,λj število vseh

impulzov v signaluj-tega izvora na opazovanem intervalu dolžined vzorcev,aj pa amplitudo

impulzov v signaluj-tega impulznega izvora. Zaradi nedoločenosti podatkovnega modela lahko

privzamemoaj = 1, ∀j ∈ [1, N ]. Celotni signalj-tega izvora

sj = {sj(n);n ∈ [0, d− 1]} (2.4)

imenujemo tudi vlak impulzov. Dodatno predpostavimo, da jepovprěcni medimpulzni razmik v

vlaku impulzov daljši od dolžine sistemskih impulznih odzivovhij , ki znašajoL vzorcev:

E [|Tj(k)− Tj(k + 1)|] > L, ∀j ∈ [1, N ], (2.5)

kar zagotavlja, da se zaporedni impulzni odzivi istega izvora zaradi konvolucije v meritvah ne

prekrivajo [48]. Problem prekrivanja zaporednih odzivov istega izvora v meritvah se še sto-

pnjuje z uporabo razširjanja meritev, predstavljenega v enačbi (2.11), saj z njimi podaljšujemo

sistemske impulzne odzive in posledično pověcujemo verjetnost prekrivanja tudi v primerih, ko

se nerazširjeni izvori med sabo ne prekrivajo. Zato v primeru razširjanja za razširitveni faktorK

predvidimo daljši medimpulzni razmik, in sicerL+K.

Poleg prekrivanja odzivov istega izvora je problematično tudi prekrivanje med izvori, saj ve-

liko aplikacij, kot so zaznavanje števila izvorov ali ločevanje izvorov, temelji na predpostavki

statistǐcno neodvisnih izvorov [52]. Ker je v realnosti popolno neodvisnost izvorov težko zago-

toviti, dovoljujemo tudi manjša prekrivanja v odzivih posameznih izvorov.

Prispevekj-tega izvora vi-ti meritvi je dolǒcen s konvolucijo
∑L−1

l=0 hij(l)sj(n − l), i-ta

meritevxi(n) pa predstavlja linearno kombinacijo prispevkovN izvorov:

xi(n) =
N∑

j=1

L−1∑

l=0

hij(l)sj(n− l), i ∈ [1,M ], (2.6)

kjer hij(l) predstavlja prispevekj-tega izvora vi-ti meritvi, sj(n) j-ti impulzni izvor, dolžina

sistemskih odzivov pa jeL vzorcev.

Model lahko predstavimo tudi v vektorski obliki, in sicer zaN izvorov in M meritev, pri

čemer oznǎcimo ss(n) = [s1(n), . . . , sN(n)]
T vektor izvornih signalov, zx(n) = [x1(n), . . . ,

xM(n)]T pa vektor brezšumnih signalov. Za realnejšo sliko brezšumnim signalomx(n) dodamo
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aditivni gaussovski šum z ničelnim povprěcjem:

y(n) = x(n) +w(n), (2.7)

kjer y(n) = [y1(n), . . . , yM(n)]T predstavlja vektorM šumnih meritev inw(n) = [w1(n), . . . ,

wM(n)]T predstavlja vektor šuma. Opisani sistem je prikazan na sliki 2.1.

h2N(l)h2N(l)

h1N(l)h1N(l)

hMN(l)hMN(l)

. 
. 
.

sN (n)

h22(l)h22(l)

h12(l)h12(l)

hM2(l)hM2(l)

. 
. 
.

s2 (n)

h21(l)h21(l)

h11(l)h11(l)

hM1(l)hM1(l)

. 
. 
.

s1 (n)

+ +x1(n)
+ +x2(n)

+ +xM(n)

. 
. 
.

. 
. 
.

w1(n)

w2(n)

wM(n)

. 
. 
.

. 
. 
.

. 
. 
.

y1(n)

y2(n)

yM(n)

Slika 2.1: Privzeti konvolutivni sistem MIMO zN vhodi in M izhodi [42]. Vhode v sistem
predstavljajo impulzni izvorisj(n), izhode pa šumni signaliyi(n). Sistemski odzivi medj-tim
izvorom in i-tim signalom so oznǎceni shij(l), brezšumni signali zxi(n), aditivni šum pa z
wi(n). S pravokotniki smo označili operacijo konvolucije, s krogi pa seštevanje.

Konvolutivni sistem (2.6) lahko predstavimo tudi v matrični obliki:

x(n) = Hs(n), (2.8)

kjerH predstavlja matriko sistemskih impulznih odzivov, imenovano tudi mešalna matrika. Me-

šalna matrika je velikostiM ×NL in vsebuje sistemske odzivehij(l):

H =






h11 · · · h1N

...
. . .

...

hM1 · · · hMN




 , (2.9)

kjer hij = [hij(0), hij(1), . . . , hij(L − 1)] oznǎcuje sistemski odzivj-tega izvora, ki se pojavi

v i-ti meritvi. V enǎcbi (2.8) smo uporabili operacijo razširjanja, ki smo jo povzeli po [42,

48, 52]. Uporabili smo jo pri razširjanju izvorov, označili pa s črto nad vektorjem,s(n) tako

predstavlja razširjeni vektor izvorovs(n). Razširitev pomeni dodajanje zakasnjenih ponovitev

signalov in ima en parameter, tj. število razširitev oz. razširitveni faktorK. Ker je vektor izvorov
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dimenzijeN × 1, mešalna matrika paM × NL, moramo vektor izvorov razširitiL-krat in tako

dobi naslednjo obliko:

s(n) = [s1(n), s1(n− 1), . . . , s1(n− L), . . . , sN(n), sN(n− 1), . . . , sN(n− L)]T . (2.10)

Operacijo razširjanja lahko uporabimo na poljubnem vektorju in ne samo na vektorju izvorov.

Razširjanja se tako poslužimo tudi v primeru, ko je število meritev věcje kot število izvorov

(M > N). Takrat lahko z razširjanjem vektorja meritevx(n) zagotovimo naddolǒcenost sistema

(2.8). Na primer,̌ce razširimo vektor meritevx(n) s K zakasnjenimi ponovitvami posamezne

meritve, dobimo razširjen vektor meritev:

x(n) = [x1(n), x1(n− 1), . . . , x1(n−K), . . . , xM(n), xM(n− 1), . . . , xM(n−K)]T . (2.11)

Razširitveni faktorK je pri tem najmanjše celo število, pri katerem je izpolnjen naslednji pogoj

M(K + 1) > N(L+K).

Tako kot smo razširili vektor brezšumnih meritevx(n), lahko razširimo tudi šumne meritve

y:

y(n) = [y1(n), y1(n−1), . . . , y1(n−K), . . . , . . . , yM(n), yM(n−1), . . . , yM(n−K)]T . (2.12)

2.4 Dekompozicija površinskih EMG

Dekompozicijo površinskih EMG lahko v grobem razdelimo na pristope za zaznavanje poten-

cialov motorǐcnih enot (PME) in pristope za zaznavanje inervacijskih vlakov impulzov (IVI).

PME vsebujejo podatke o zgradbi mišic (npr. dolžina mišičnih vlaken, lokacija inervacijskega

obmǒcja, prevodna hitrost PME vzdolž mišičnih vlaken, itd.), medtem ko IVI odražajo nadzorno

strategijo centralnega živčnega sistema. V nasprotju z igelnim EMG, kjer visoka selektivnost de-

tekcijskega sistema omogoča zajem signalov iz omejenega števila bližnjih mišičnih vlaken, imajo

površinske elektrode veliko nižjo selektivnost in zajamejo prispevke ME v razdalji do nekaj cen-

timetrov. Poleg tega koža in maščobno tkivo, ki lǒcujejo aktivna vlakna in detekcijski sistem,

delujejo kot nizkoprepustno sito. Oba dejavnika ovirata dekompozicijo površinskih EMG, saj

zmanjšujeta morfološke razlike med PME na površini kože. Kljub temu sta neinvazivna narava

površinskega EMG in njegova implicitna sposobnost vpogleda v globalno dogajanje v opazovani

mišici vzpodbudili številne biotehnične raziskave, tako da so merilne tehnike površinskega EMG

v zadnjem desetletju močno napredovale [80].

Algoritme za dekompozicijo površinskih EMG lahko na splošno razdelimo v dve veliki sku-
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pini, na slepo lǒcevanje izvorov (BSS) in ujemanje predlog (template matching). Slepo lǒcevanje

izvorov predpostavlja podatkovni model z multiplikativnim ali konvolutivnim mešanjem izvorov.

Za posnemanje realnih pogojev se doda modelu še prostorsko bel šum z nǐcelnim povprěcjem, ki

je neodvisen od izvornih signalov. Multiplikativni model ne hrani predhodnih vzorcev iz izvorov

in predpostavlja, da so opazovane mešanice zgolj obtežene vsote izvornih signalov. Takšna po-

enostavitev pa ne upošteva več anatomskih znǎcilnosti, kot so potovanje PME vzdolž mišičnih

vlaken, prisotnost inervacijskega območja, heterogenosti prostorskega prevodnika in orientacije

mišičnih vlaken, itd. Zaradi navedenih pomanjkljivosti multiplikativnega modela so se raziskave

nadaljevale v smeri konvolutivnega modela [69, 106]. Razvit je bil algoritem CKC, ki je podrob-

neje predstavljen v podpoglavju 2.5. Glavna slabost pristopov s slepim lǒcevanjem izvorov je ta,

da mora biti število meritev věcje od števila izvorov. To pa pogojuje uporabo velikih dvodimen-

zionalnih polj elektrod, ki omogǒcajo sǒcasni zajem nekaj deset ali sto signalov.

Za dekompozicijo površinskega EMG so bile uporabljene tudimetode s SVR, te metode pa

uvrš̌camo med slepo zaznavanje izvorov, ki je sorodno BSS [28, 84,102]. SVR so primerne za

obdelavo negaussovskih procesov, saj so momenti tretjega in višjih redov neob̌cutljivi na vse vr-

ste gaussovskih naključnih procesov. Prednost metod s SVR je, da omogočajo tudi identifikacijo

močno poddolǒcenih sistemov MIMO. S pomǒcjo SVR lahko med drugim tudi rekonstruiramo

sistemske odzive,̌ce lahko vhode v sistem modeliramo kot neodvisen, enakomerno porazdeljen

beli šum z nǐcelnim povprěcjem [52, 105]. Pri površinskih EMG vhode v sistem predstavljajo

impulzni izvori, ki jih ne moremo modelirati kot neodvisen,enakomerno porazdeljen šum z ni-

čelnim povprěcjem. Toda to ne vpliva bistveno na izračun momentov,̌ce so medimpulzni razmiki

navzdol omejeni, momente pa računamo pri zamikih, ki so manjši od najmanjšega dovoljenega

medimpulznega razmika. V primeru površinskih EMG nam refrakcijska perioda mišǐcnih vla-

ken in najvěcja možna frekvenca proženja ME zagotavljata, da so najmanjši medimpulzni raz-

miki vedno daljši od PME. Omenjene lastnosti izkorišča dekompozicijski postopek, ki temelji

na metodi w-rezin in omogǒca identifikacijo PME [45, 106]. Sestavljen je iz dveh neodvisnih

korakov. V prvem se s pomočjo w-rezin grobo ocenijo oblike PME, v drugem pa se dobljene

ocene optimizirajo s pomočjo nelinearne Newton-Gaussove optimizacije.

Kljub temu da so se klasični algoritmi za dekompozicijo igelnega EMG z ujemanjem predlog

pri površinskem EMG izkazali za nezanesljive, njihove večkanalne razširitve dajejo zadovoljive

rezultate na redkih površinskih EMG z omejenim številom superponiranih PME [13, 38, 64, 75].

Toda ti algoritmi ne omogǒcajo lǒcevanja superponiranih PME in zato ne zaznajo popolnih IVI.

Pojavlja pa se nova generacija algoritmov z ujemanjem predlog [29], ki temeljijo na teoriji cenilk

(estimation theory) [63] in uporabljajo za izboljšavo zaznavanja predlog različne verjetnostne kri-

terije, kot npr. regularnost medimpulznih razmikov. Prednost teh metod je, da zahtevajo bistveno

manj meritev površinskih EMG kot metode z BSS, saj delujejo že nad 4 meritvami.
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V skupino metod z ujemanjem predlog spadajo tudi metode, ki temeljijo načasovno-frekven-

čni [46] oziromǎcasovno-merilni analizi [38, 87]. Uspešnejše so metode, kitemeljijo načasovno-

merilni analizi oziroma na teoriji valčne preslikave [38, 87]. Teoretično bi z idealnim vaľckom

namrěc lahko izlǒcili prispevke posameznih ME in s tem rekonstruirali njihove IVI. Toda kon-

strukcija vaľcka, ki bi optimalno ustrezal posamezni ME, ječasovno zelo zamudna, takšen valček

pa bi tudi v najboljših primerih uspel vplive drugih ME le delno iznǐciti, zato se metode z valčno

preslikavo niso veliko uporabljale.

2.5 Kompenzacija konvolucijskih jeder in indeks aktivnosti

Večina obstojěcih metod za lǒcitev konvolutivnih mešanic temelji na ocenjevanju konvolutivnih

jeder oziroma sistemskih odzivov (poglavje 2.3). Ocenjenisistemski odzivi se nato uporabijo

pri rekonstrukciji inverznega mešalnega procesa, s katerim se iz meritev rekonstruira posamezne

izvore. Takšen nǎcin rekonstrukcije je ob̌cutljiv na napake, saj so ocene sistemskih odzivov

nenataňcne. V nasprotju s sistemskimi odzivi pa izvori v primeru površinskega EMG sledijo

relativno striktnim fiziološkim omejitvam. Modeliramo jihlahko kot skoraj ortogonalne, redke

impulzne signale, z relativno močno omejenim naborom medimpulznih razmikov. To dejstvo

izkorišča postopek za slepo dekompozicijo konvolutivnih mešanic impulznih izvorov, imenovan

kompenzacija konvolucijskih jeder CKC [42, 45, 48], ki je bil razvit v Laboratoriju za sistemsko

programsko opremo na Fakulteti za elektrotehniko, računalništvo in informatiko v Mariboru.

Postopek predvideva skoraj ortogonalne izvore in se osredotoča na njihovo rekonstrukcijo.

Razvite so bile tudi izpeljanke, kot so realno-časovni algoritem [39, 40] in gradientni pristop

za iterativno izboljševanje osnovnega približka [47, 49].Praktǐcna uporaba pristopa CKC se je

izkazala v biomedicinski tehniki, predvsem pri dekompoziciji površinskega EMG [33, 44, 79] in

EKG [107]. Nekaj preliminarnih raziskav je bilo opravljenih še na dvodimenzionalnih signalih

v obliki stereo slik. V tem primeru so s CKC iskali korespondenčne tǒcke na slikah in z njihovo

pomǒcjo rekonstruirali globinske slike [108].

Metoda CKC omogǒca razcep tako naddoločenih kot tudi poddolǒcenih sistemov MIMO

[42]. Temelji na inverzu korelacijske matrike meritev in izkorišča dejstvo, da je veliko laže

oceniti impulzne izvore kot pa popolnoma neznane in splošnemešalne konvolucijske matrike.

Postopek je torej za uporabo pri EMG zasnovan izključno na lastnostih IVI, medtem ko se vse

informacije o motěcih vplivih PME v postopku dekompozicije izgubijo [45]. Metoda CKC tako

iz zajetega površinskega EMG izlušči IVI posameznih ME, oblike PME pa oceni z uporabo izra-

čuna povprěcja fazno poravnanih signalov (spike-triggered averaging) [45, 48]. Algoritem je bil

preizkušen v razlǐcnih eksperimentalnih pogojih pri izometričnih skřcitvah zdravih mišic z raz-
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li čnimi anatomskimi lastnostmi. V teh testih je identificiralIVI do 25 sǒcasno aktivnih ME, věc

kot katerakoli druga obstoječa dekompozicijska metoda [44]. Seveda se število z dekompozicijo

zaznanih ME razlikuje po osebkih, mišicah, in eksperimentalnih pogojih. Rezultati dekompo-

zicije CKC so bili preverjeni tudi s hkratnim zajemom površinskega in igelnega EMG na več

mišicah pri izometrǐcni mišǐcni skřcitvi [43]. Površinski in igelni EMG sta bila lǒceno dekompo-

nirana na IVI, študija pa je potrdila, da tudi z neinvazivnimi pristopi lahko uspešno raziskujemo

obnašanje ME pri izometričnih mišǐcnih skřcitvah [43].

Metoda CKC uvaja merilo globalne aktivnosti izvorov, imenovano indeks aktivnosti [42], ki

se v osnovi uporablja za določitev zǎcetnih približkov trenutkov impulzov v redkih impulznih

izvorih. Kasneje je bil indeks aktivnosti uporabljen tudi za oceno števila aktivnih izvorov brez

dolgotrajnega postopka dekompozicije in za oceno dolžine sistemskih odzivov. V ta namen smo

razvili statistǐcni model indeksa aktivnosti [56, 57, 58], ki predstavlja prispevek k rešitvam věc

problemov s podrǒcja obdelave signalov, kot so ocenjevanje števila impulznih izvorov, identifi-

kacija sistemskih odzivov in določanje trenutkov impulzov v impulznih izvorih. Razviti model

vpeljuje izboljšave pri znanih, že uporabljenih metodah innapravah in kaže na nove možnosti

signalnih analiz.
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Poglavje 3

Statistični modeli indeksa aktivnosti

V tem poglavju se osredotočimo na indeks aktivnosti. Najprej podamo definicijo indeksa aktiv-

nosti [45] in njegove osnovne značilnosti. Glavni cilj disertacije je uporaba indeksa aktivnosti

za vrednotenje redkih impulznih izvorov v konvolutivnih mešanicah. Zanima nas ocenjevanje

dveh parametrov, in sicer števila impulznih izvorov in dolžine njihovih sistemskih odzivov. Za

dosego takšnega cilja moramo lastnosti indeksa aktivnostipodrobneje raziskati in izpeljati stati-

stični model. V naslednjih podpoglavjih tako ločeno izpeljemo modela za matematično upanje

in varianco indeksa aktivnosti. Model za varianco razširimo še na kovariaňcna zaporedja inde-

ksa aktivnosti. Na podlagi razvitih modelov predstavimo dve metodi za oceno števila impulznih

izvorov in dolžin njihovih odzivov, in sicer metodo z redukcijo iskalnega prostora in metodo z

avtokovariaňcnim zaporedjem indeksa aktivnosti.

3.1 Definicija indeksa aktivnosti

Indeks aktivnosti se izrǎcuna z množenjem meritev in psevdoinverza njihove korelacijske ma-

trike. Uporabimo lahko brezšumne signalex(n) ali pa šumne meritvey(n), ki jih lahko tudi

dodatno razširimo z razširitvenim faktorjemK. Indeks aktivnosti tako definiramo na splošen

nǎcin za razširjene šumne meritve kot:

IA(n) = yT (n)R#
y y(n). (3.1)

Korelacijsko matriko meritevRy ocenimo iz razširjenih meritev (prečna nad oznako meritev) kot

Ry = E[y(n)yT (n)], njene dimenzije pa soM(K + 1)×M(K + 1), kjerM(K + 1) pomeni

število razširjenih meritev. Kadar opazovani signali ne vsebujejo šuma, indeks aktivnosti odraža

globalno aktivnost vseh aktivnih izvorov in je od nič razlǐcen samo v trenutkihn, ko je aktiven
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vsaj en izvor.

Za nataňcnejše proǔcevanje lastnosti indeksa aktivnosti smo ga morali najprejražcleniti. Če

šumno meritev zapišemo kot vsoto prispevka signala in šumay(n) = x(n) + w(n), indeks

aktivnosti iz enǎcbe (3.1) razcepimo na 8 komponent:

IA(n) = [x(n) +w(n)]T ·
[

R
#
x +R#

r

]

· [x(n) +w(n)] (3.2)

= xT (n) ·R#
x · x(n) (3.3)

+ xT (n) ·R#
x ·w(n) (3.4)

+ wT (n) ·R#
x · x(n) (3.5)

+ wT (n) ·R#
x ·w(n) (3.6)

+ xT (n) ·R#
r · x(n) (3.7)

+ xT (n) ·R#
r ·w(n) (3.8)

+ wT (n) ·R#
r · x(n) (3.9)

+ wT (n) ·R#
r ·w(n), (3.10)

kjer je R
#
y psevdoinverz korelacijske matrike šumnih meritev,R

#
x psevdoinverz korelacijske

matrike brezšumnih meritev inR#
r psevdoinverz korelacijske matrike t. i. ostankov. Razmerja

med njimi smo definirali kotR#
r = R

#
y −R

#
x .

Komponenta indeksa (3.3) predstavlja indeks, izračunan iz brezšumnih meritev in inverza

njihove korelacijske matrike. Označimo jo z Ix(n). To komponento lahko opazujemo le pri si-

mulacijah, vendar je pri modeliranju indeksa aktivnosti zelo pomembna, saj vsebuje podatke o

izvorih, ki jih želimo modelirati. Zato najprej podrobnejepredstavimo indeks aktivnosti brezšu-

mnih meritev (3.3).

Če so razširjeni izvori ortogonalni, lahko njihovo korelacijsko matrikoRs zapišemo kot

Rs = E[s(n) sT (n)] = diag[r1,1, . . . , rN(L+K),N(L+K)] =

diag[a21λ1, . . . , a
2
N(L+K)λN(L+K)] = diag[λ1, . . . , λN(L+K)], (3.11)

kjer diag[.] oznǎcuje diagonalno matriko,rj,j = E[s̄j(n)s̄
T
j (n)] avtokorelacijsko funkcijo raz-

širjenega izvornega signalasj in smo zaradi nedolǒcenosti podatkovnega modela privzeliaj =

1, ∀j ∈ [1, N(L + K)]. V primeru ortogonalnih izvorov je torej korelacijska matrika razšir-

jenih izvorov diagonalna,(j, j)-ti diagonalni element pa predstavlja število impulzov vj-tem

izvoru. Ker so izvori razširjeni, se vsak izvor(L +K)-krat ponovi, torej imamo leN različnih
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diagonalnih elementov:

Rs = diag[r1,1, . . . , r1,1
︸ ︷︷ ︸

L+K

, . . . , rN,N , . . . , rN,N
︸ ︷︷ ︸

L+K

] = diag[λ1, . . . , λ1
︸ ︷︷ ︸

L+K

, . . . , λN , . . . , λN
︸ ︷︷ ︸

L+K

]. (3.12)

Če korelacijsko matriko razširjenih brezšumnih meritevRx izrazimo z

Rx = E[x(n)xT (n)] = E[Hs(Hs)T ] = HRsH
T , (3.13)

potem v primeru obrnljive mešalne matrikeH za brezšumni indeks aktivnosti velja:

Ix(n) = xT (n)R−1
x x(n)

= sT (n)HT (HRsH
T )−1Hs(n)

= sT (n)HT (HT )−1R−1
s H−1Hs(n)

= sT (n)R−1
s s(n). (3.14)

V primeru pravokotne mešalne matrikeH zgoraj zapisane faktorizacije ne moremo več zapisati

eksaktno, še vedno pa velja relacijaIx(n) ≈ sT (n)R−1
s s(n) [48]. Ker je inverz korelacijske

matrike izvorov enakR−1
s = diag[λ−1

1 , . . . , λ−1
1

︸ ︷︷ ︸

L+K

, . . . , λ−1
N , . . . , λ−1

N
︸ ︷︷ ︸

L+K

], so amplitude prispevkov

izvorov v indeksu aktivnosti obratno sorazmerne s številomimpulzov v izvornem signalu, torej

številu proženj izvora v̌casu opazovanja.

Z enǎcbo (3.14) smo predstavili lastnosti indeksa aktivnosti v primeru brezšumnih meritev.

Pri realnih signalih lahko proǔcujemo samo realni indeks, ki predstavlja vsoto vseh 8 kompo-

nent, združenih v enačbi (3.2). Kot je razvidno, se ostalih 7̌clenov od (3.4) do (3.9) v indeksu

aktivnosti pojavi zaradi šuma v meritvah.

Zapis indeksa aktivnosti, kot ga prikazuje enačba (3.2), ni najbolj primeren za izpeljavo sta-

tističnih modelov, zato ga bomo preoblikovali. Brezšumni indeksaktivnosti (3.3) razdelimo na

prispevke posameznih izvorov, pričemer prispeveki-tega izvora oznǎcimo zIsi(n):

Ix(n) = xT (n) ·R#
x · x(n) =

N∑

i=1

Isi(n). (3.15)

Vse šumne komponente (od (3.4) do (3.10)) združimo v skupnemprispevku šuma, ki ga
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oznǎcimo zIw(n):

Iw(n) = xT (n) ·R#
x ·w(n) +wT (n) ·R#

x · x(n) +wT (n) ·R#
x ·w(n)

+ xT (n) ·R
#

r · x(n) + xT (n) ·R#
r ·w(n) +wT (n) ·R#

r · x(n) (3.16)

+ wT (n) ·R#
r ·w(n).

Poudariti velja, da prispevek šumaIw(n) v indeksu aktivnosti nima ničelnega povprěcja, čeprav

je bil meritvam dodan beli, normalno porazdeljen šumw(n) z ničelnim povprěcjem. To je raz-

vidno tudi iz enǎcbe (3.16). Prispevek šuma je sestavljen iz 7 komponent, vendar ne prispevajo

vse enakega deleža. Največji delež predstavljata komponenti (3.6)wT (n) ·R#
x ·w(n) in (3.10)

wT (n) · R#
r · w(n), prispevki ostalih so zanemarljivi (glej tudi tabelo 5.1).Šum v meritvah

je namrěc neodvisen od aktivnosti izvorov, zanj pa tudi privzamemo,da ima nǐcelno povprěcje.

Zato so prispevki komponent (3.4), (3.5), (3.8) in (3.9), kjer se pojavijo aktivnosti izvorov in šum

hkrati, bistveno nižji kot v ostalih komponentah. Prispevek šuma v indeksu aktivnosti lahko tako

aproksimiramo zIw(n) ≈ wT (n) ·R#
x ·w(n) +wT (n) ·R#

r ·w(n) = wT (n) ·R#
y ·w(n).

Indeks aktivnosti sedaj predstavimo kot seštevek prispevkov vseh izvorov (3.15) in prispevek

šuma (3.16), kakor ga bomo uporabljali za izpeljavo statističnih modelov v tem poglavju:

IA(n) = Iw(n) +

N∑

i=1

Isi(n). (3.17)

Za boljše razumevanje dodajamo še primer umetnih signalov zdvema aktivnima izvoroma in

belim normalno porazdeljenim šumom z ničelnim povprěcjem (sliki 3.1 in 3.2). Zaradi prekri-

vanja šumnega prispevka in celotnega indeksa smo prikaz razdelili na dve sliki.

3.2 Ocena matematǐcnega upanja

Matematǐcno upanjed-dimenzionalnega nakljǔcnega vektorjav = [v(0), v(1), . . . , v(d− 1)]T s

funkcijo verjetnostiv(0) 7→ p(0), . . . , v(d− 1) 7→ p(d− 1) ocenimo kot:

E[v] ≃

d−1∑

n=0

p(n)v(n) = v̄, (3.18)

kjer soE[.] operator matematičnega upanja,d dimenzija nakljǔcnega vektorja,v(n) n-ti element

naključnega vektorja z verjetnostjo pojavitvep(n), v̄ njegovo vzořcno povprěcje, veljati pa mora

tudi ergodǐcnost. V primeru neskoňcnega nakljǔcnega vektorja (d = ∞) bi v enǎcbi (3.18)

veljala enakost, v koňcnih razmerah pa matematično upanje ocenimo z vzorčnim povprěcjem,

20
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Slika 3.1: Komponente indeksa aktivnosti pri umetnih signalih z dvema aktivnima izvoroma in
šumom s SNR 20 dB. Prispevek prvega izvoraIs1(n) je predstavljen s polno, prispevek drugega
izvora Is2(n) s črtkano, prispevek šumaIw(n) pa s piǩcastočrto. Indeks aktivnosti je seštevek
teh komponent. Na abscisi jěcas v sekundah, na ordinati pa amplituda indeksa aktivnostiv
poljubnih enotah.
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Slika 3.2: Komponente indeksa aktivnosti pri umetnih signalih z dvema aktivnima izvoroma
in šumom s SNR 20 dB. Prispevek prvega izvoraIs1(n) je predstavljen s piǩcasto, prispevek
drugega izvoraIs2(n) s črtkano-piǩcasto, celotni indeks aktivnostiIA(n) pa s polnǒcrto. Indeks
aktivnostiIA(n) se na mestih, kjer izvori niso aktivni, pokriva s prispevkomšumaIw(n), zato
šuma zaradi preglednosti nismo prikazali, od celotnega indeksa se razlikuje samo na mestih, kjer
so aktivni izvori. Na abscisi je predstavljenčas v sekundah, na ordinati pa amplituda indeksa
aktivnosti v poljubnih enotah.
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kar je nakazano z uporabo relacije≃. Vzorčno povprěcje bomo v nadaljevanju označevali s

črtico nad simbolom.

V nadaljevanju bomo postopno izpeljali oceno matematičnega upanja za indeks aktivnosti,

kot smo ga predstavili v enačbi (3.17). Zǎcnemo s prispevkom samo enega izvora(N = 1) in

nato model postopno nadgrajujemo z dodajanjem izvorov in šuma. V pomǒc pri izpeljavi nam

bo slika 3.3, ki prikazuje prispeveki-tega izvoraIsi(n) v indeksu aktivnosti, pri katerem se na

celotnem intervalu opazovanjad pojavi λi impulzov. Kot je razvidno s slike 3.3, lahko indeks

aktivnosti doseže samo dva nivoja. Indeks ima vrednost 0, kadar izvor ni aktiven. Ko pa se

pojavi impulz v izvornem signalu, se indeks povzpne na višjinivo in vztraja na njem v dolžini

sistemskega impulznega odzivaL. V primeru razširjanja meritev z razširitvenim faktorjemK >

0 se visok nivo podaljša še za dodatnihK vzorcev in traja skupnoL+K vzorcev. Pri enem izvoru

se indeks dvigne na nivo, ki je obratno sorazmeren s številomimpulzov v izvornem signalu na

intervalu opazovanja, torejλ−1
i , kar je razvidno iz enǎcbe (3.14).

λ
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L+K

d

λ
i

0
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Slika 3.3: Indeks aktivnosti prispevkai-tega izvoraIsi(n) z λi impulzi na celotnem intervalu
opazovanja dolžined vzorcev. Abscisa podajǎcas v sekundah, ordinata pa amplitudo indeksa
aktivnosti v poljubnih enotah.

Privzemimo, da je indeks aktivnosti naključni vektor in izpeljimo model matematičnega upa-

nja. Najprej se omejimo na en sam izvor s slike 3.3. Vsota vzorcev, ki pripadajo odzivu na en

impulz, je enaka(L+K)λ−1
i , in ker se v opazovanem intervalu pojaviλi impulzov, je pri enem

aktivnem izvoru vsota vseh vzorcev v indeksu enakaL+K, ocena matematičnega upanja pa:

E[Isi] ≃
L+K

d
. (3.19)

Če je na intervalu opazovanja aktivnih več izvorov, ki pa se medsebojno ne prekrivajo, za

vsakega velja, da je vsota vzorcev njegovega prispevka enaka L + K. Če je aktivnihN izvo-

rov, model matematičnega upanja za vsoto vseh prispevkov izvorov v indeksu aktivnosti (3.15)

izrazimo z:
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E

[
N∑

i=1

Isi

]

≃ N
L+K

d
, (3.20)

kjer pomenijoN število aktivnih izvorov,L dolžino sistemskih impulznih odzivov, enako dolgih

pri vseh proženjih in izvorih,K število razširitev za meritve ind dolžino meritev.

Modeliranje matematičnega upanja prispevka šuma (3.16) v indeksu aktivnosti je bolj proble-

matǐcno, saj šum vnaprej ni znan. Izkustveno predvidevamo, da gre za beli, normalno porazde-

ljeni šum z nǐcelnim povprěcjem. Prispevek šuma smo v indeksu aktivnosti analizirali spomǒcjo

simulacij. Ugotovili smo, da njegovo povprečje naraš̌ca linearno z razširitvenim faktorjem in ga

lahko modeliramo kot:

a = a0 +K∆a, (3.21)

kjer jea0 povprěcni prispevek šuma v indeksu brez razširitev (priK = 0), K je razširitveni fak-

tor,∆a pa predstavlja prirast v prispevku šuma med dvema zaporednima faktorjema razširitve.

Z združitvijo enǎcb (3.20) in (3.21) celotni model matematičnega upanja indeksa aktivnosti

predstavimo kot:

E[IA] = E[yT (n) ·R#
y · y(n)] ≃

N(L+K)

d
+ a0 +K∆a. (3.22)

Pri šumnih meritvah postane korelacijska matrikaRy večinoma polnega stolp̌cnega ranga, ki

je enak številu razširjenih meritev. V takšnem primeru za matematǐcno upanje indeksa aktivnosti

velja:

E[IA] ≃
M(K + 1)

d
. (3.23)

To pomeni, da je matematično upanje indeksa aktivnosti, ki velja za šumne meritve, odvisno

zgolj od števila meritevM , razširitvenega faktorjaK in dolžine opazovanega intervalad.

Dokaz: Če jey = [y(0),y(1), . . . ,y(d−1)] matrika razširjenih meritev s stolpci, ki so naključni

vektorji zM(K+1) naključnimi spremenljivkami, tj. vzorci razširjenihM(K+1) meritev,Ry =

E[y(n)yT (n)] korelacijska matrika zay in D = R−1
y inverz korelacijske matrike. Označimo

z ri i-ti stolpec matrikeRy in z dj j-to vrstico matrikeD. Ker sta matrikiRy in D simetrǐcni

(Ry = RT
y in D = DT ), predstavljari tudi i-to vrstico matrikeRy in dj j-ti stolpec matrikeD:

Ry = [r1 · · · ri · · · rM(K+1)], D =












d1

...

dj

...

dM(K+1)












. (3.24)
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Velja tudi:Ry D = I → 〈ri,di〉 = 1, 〈ri,dj〉 = 0, kjer i 6= j, oznaka〈. , .〉 pa oznǎcuje skalarni

produkt vektorjev. Indeks aktivnosti smo že definirali v (3.1), zdaj pa ga izrazimo s pomočjo

(3.24):

IA(n) = yT (n)Dy(n) = 〈y(n),d1〉y(n, 1) + 〈y(n),d2〉y(n, 2) + · · · (3.25)

+ 〈y(n),dM(K+1)〉y(n,M(K + 1)),

in izračunamo njegovo matematično upanje:

E[IA] ≃
1

d

{
d−1∑

n=0

y(n, 1)〈y(n),d1〉+ · · ·+
d−1∑

n=0

y(n,M(K + 1))〈y(n),dM(K+1)〉

}

=
〈r1,d1〉+ 〈r2,d2〉+ · · ·+ 〈rM(K+1),dM(K+1)〉

d
(3.26)

=
1 + 1 + · · ·+ 1

d
=

M(K + 1)

d
.

QED

Ko je K = 0, veljaE[IA] ≃ M/d, pri K > 0 paE[IA] = M(K + 1)/d. Zdaj lahko izenǎcimo

enǎcbi (3.22) in (3.23):

M(K + 1)

d
=

N(L+K)

d
+ a0 +K∆a (3.27)

in pri K = 0 dobimoa0 = (M −NL)/d, pri K > 0 pa∆a = (M −N)/d. Tako lahko ocenimo

matematǐcno upanje šumnega prispevka v indeksu aktivnosti kot:

E[Iw] ≃
M −NL+K(M −N)

d
. (3.28)

3.3 Ocena variance

Variancad-dimenzionalnega nakljǔcnega vektorjav = [v(0), v(1), . . . , v(d − 1)]T s funkcijo

verjetnostiv(0) 7→ p(0), . . . , v(d− 1) 7→ p(d− 1) se izrǎcuna kot:

var(v) ≃

d−1∑

n=0

p(n) [v(n)− v̄]2 , (3.29)

kjer d predstavlja dimenzijo nakljǔcnega vektorjav, p(n) je verjetnostn-tega elementa naključ-

nega vektorja,̄v pa njegovo vzořcno povprěcje. Pri koňcnemd enǎcba (3.29) predstavlja vzorčno
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varianco, ki je cenilka variance.

Podobno kot smo v podpoglavju 3.2 izpeljali oceno matematičnega upanja lǒceno za pri-

spevke izvorov in prispevek šuma, bomo v tem podpoglavju izpeljali oceno variance indeksa

aktivnosti. Dolǒcimo jo kot vzořcno varianco lǒceno za prispevke izvorov (3.15) in prispevek

šuma (3.16).

Prispevke posameznih izvorovIsi iz (3.15) obravnavamo po naslednjem postopku. Model

za matematǐcno upanje je bil že izpeljan v (3.20), in ker ima prispevek enega izvora v indeksu

aktivnosti samo dva nivoja (slika 3.3), lahko enačbo (3.29) poenostavimo v model variance za

prispeveki-tega izvoraIsi:

var(Isi) ≃ (λ−1
i − Īsi)

2 (L+K)λi

d
+ Ī2si

d− (L+K)λi

d
= (λ−2

i − 2Īsiλ
−1
i + Ī2si)Īsiλi + Ī2si(1− Īsiλi)

= Īsiλ
−1
i − Ī2si

=
L+K

d
λ−1
i −

(L+K)2

d2
. (3.30)

Do istega rezultata lahko pridemo tudi glede na definicijo variance za neodvisne spremenljivke:

var(v) = E[v2] − (E[v])2. Za prispeveki-tega izvora v indeksu aktivnosti veljavar(Isi) =

E[I2si]− (E[Isi])
2. E[Isi] smo že izpeljali v enǎcbi (3.19), ostane le šeE[I2si] ≃ (L+K)/(dλi),

torej enako kot v enǎcbi (3.30).

Kadar je na intervalu opazovanja aktivnih več izvorov, predvidevamo, da so vsi izvori ne-

odvisni, v i-tem izvoru pa se pojaviλi impulzov. Ker so izvori neodvisni, se njihove variance

seštejejo v varianco brezšumnega indeksa aktivnosti. Privzamemo tudi, da so impulzni odzivi

na proženja izvorov enako dolgi, tj.L vzorcev. Model za vzorčno varianco vsoteN neodvisnih

izvorov izrazimo kot:

var

(
N∑

i=1

Isi

)

=

N∑

i=1

var(Isi)

≃

N∑

i=1

(
L+K

d
λ−1
i −

(L+K)2

d2

)

=
−N(L +K)2

d2
+

L+K

d

N∑

i=1

λ−1
i . (3.31)

Model vzořcne variance vsote prispevkovN neodvisnih izvorov (3.31) sestavljata dvačlena,

eden v linearni in drugi v kvadratni odvisnosti od povprečja indeksa aktivnosti. Model velja

za poljubno število izvorov, dokler se izvori ne začnejo prekrivati. Če nastopijo prekrivanja
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med posameznimi izvori, je treba model (3.31) nadgraditi, in sicer z uporabo kovariance med

prispevki posameznih izvorov.

Še preden ocenimo kovarianco med izvori, izpeljimo model zaoceno variance, ki jo ima

v indeksu aktivnosti prispevek šumaIw. Varianco prispevka šuma modeliramo kotvar(Iw) =

E[I2w]− (E[Iw])
2. E[Iw] smo že izpeljali v (3.28). Ostane le šeE[I2w], ki ga izrazimo z vzořcnim

povprěcjemE[I2w] =
1
d

∑d−1
n=0 I

2
w(n) in dobimo varianco šumnega prispevka indeksa aktivnosti:

var(Iw) ≃ −
[M −NL+K(M −N)]2

d2
+

1

d

d−1∑

n=0

I2w(n). (3.32)

Če se izvori med seboj ne prekrivajo, zadostuje za oceno variance indeksa aktivnosti naslednji

model, ki ga sestavljajo variance prispevkov izvorov, varianca šumnega prispevka in kovariance

med prispevki izvorov in šuma:

var(IA) =
N∑

i=1

var(Isi) + var(Iw) + 2
N∑

i=1

kov(Isi, Iw). (3.33)

Če so v meritvah prisotni prispevki več izvorov, katerih odzivi se prekrivajo, model (3.33) ne

zadostuje věc, saj moramo poleg že navedenih treh komponent upoštevati še kovariance med pri-

spevki izvorov. Za popolni model variance moramo torej modelirati še kovariance med prispevki

izvorov in kovariance med prispevki izvorov in šumnim prispevkom.Če indeks aktivnosti razde-

limo na komponente, kot smo to naredili v (3.17), lahko njegovo vzořcno varianco izrǎcunamo

na naslednji nǎcin:

var(IA) =
N∑

i=1

var(Isi) + var(Iw) (3.34)

+ 2

N−1∑

i=1

N∑

j=i+1

kov(Isi, Isj) (3.35)

+ 2
N∑

i=1

kov(Isi, Iw) (3.36)

≃
1

d

d−1∑

n=0

[
(Is1(n)− Īs1) + . . .+ (IsN(n)− ĪsN) + (Iw(n)− Īw)

]2
,

kjer Isi(n) predstavljan-ti vzorec prispevkai-tega izvora,Iw(n) n-ti vzorec prispevka šuma,̄Isi
vzořcno povprěcje za prispevek, ki ga doda v indeksi-ti izvor, Īw pa vzořcno povprěcje za šumni

prispevek v indeksu aktivnosti. Vsoto varianc za prispevkeposameznih izvorov smo že izpeljali
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v (3.31), prav tako tudi varianco šumnega prispevka v (3.32). Izpeljali moramo še kovarianco

med prispevkoma dveh izvorov (3.35) in kovarianco med prispevkom izvora in šuma (3.36).

Kovarianca med neodvisnima prispevkomai-tega inj-tega izvora v indeksu aktivnosti se

izračuna kot:

kov(Isi, Isj) = E[(Isi(n)− Īsi)(Isj(n)− Īsj)] = E[Isi(n)Isj(n)]− ĪsiĪsj, (3.37)

pri čemer stāIsi in Īsj vzořcni povprěcji zaIsi(n) in Isj(n). Ker staIsi in Isj prispevka dveh izvo-

rov v indeksu aktivnosti, lahko njuni matematični upanji ocenimo, kot kaže enačba (3.19). Oce-

niti pa moramo še matematično upanje produkta prispevkov dveh izvorovE[Isi(n)Isj(n)]. V pro-

duktu prispevkov so od nič razlǐcni le vzorci, ki se prekrivajo, njihova amplituda je(λiλj)
−1. Če z

ηij oznǎcimo število prekrivajǒcih se vzorcev pri izvorihi in j, lahko zapišemoE[Isi(n)Isj(n)] ≃

ηij(dλiλj)
−1 in kovarianco med prispevkoma dveh izvorov modeliramo s:

kov(Isi, Isj) ≃
(L+K)2

d2
+

ηij
d
(λiλj)

−1. (3.38)

Toda ker je v meritvah aktivnih več izvorov, moramo izrǎcunati kovariance za vse pare izvorov,

kot zahteva enǎcba (3.35):

2

N−1∑

i=1

N∑

j=i+1

kov(Isi, Isj) ≃
−N(N − 1)(L+K)2

d2
+

2

d

N−1∑

i=1

N∑

j=i+1

ηij(λiλj)
−1. (3.39)

Analogno lahko opredelimo kovarianco med prispevkomi-tega izvora in šumno komponento

Iw v indeksu aktivnosti. Pri tem priredimo pravilo iz enačbe (3.37). Matematično upanje za

prispeveki-tega izvora smo modelirali v (3.19), za prispevek šuma pa v (3.28). Ostane samo

še matematično upanje produkta prispevkovi-tega izvora in šuma:E[Isi(n)Iw(n)]. Produkt

Isi(n)Iw(n) bo od nǐc razlǐcen samo tam, kjer je prispeveki-tega izvora razlǐcen od nǐc. Ozna-

čimo množico takih vzorcev sκi = {n; Isi(n) 6= 0}. Potem lahko matematično upanje produkta

izrazimo z

E[Isi(n)Iw(n)] ≃
1

d

∑

n∈κi

Iw(n)λ
−1
i = (dλi)

−1
∑

n∈κi

Iw(n) (3.40)

in kovarianca med prispevkomi-tega izvora in šuma znaša:

kov(Isi, Iw) ≃ −
(L+K)[M −NL+K(M −N)]

d2
+

λ−1
i

d

∑

n∈κi

Iw(n). (3.41)

Podobno kot pri kovarianci izvorov (3.39) moramo tudi tukajupoštevati kovariance za vse pare
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izvor-šum:

N∑

i=1

kov(Isi, Iw) ≃ −
N(L +K)[M −NL+K(M −N)]

d2
+

1

d

N∑

i=1

λ−1
i

∑

n∈κi

Iw(n). (3.42)

Zdaj so izpeljani vsǐcleni za enǎcbo (3.34) inče jih združimo, lahko predstavimo celotni

model variance indeksa aktivnosti kot:

var(IA) ≃
−M2(L+K)2

d2

+
1

d

(

(L+K)
N∑

i=1

λ−1
i +

d−1∑

n=0

I2w(n) (3.43)

+ 2

N−1∑

i=1

N∑

j=i+1

ηij(λiλj)
−1 + 2

N∑

i=1

λ−1
i

∑

n∈κi

Iw(n)

)

.

Znani parametri v modelu (3.43) soM , K, d in ocenjena vzořcna varianca indeksa aktivnosti

var(IA), neznani pa:L,N , λi : i ∈ [1, N ], Iw(n) : n ∈ [0, d−1] in ηij : i, j ∈ [1, N ]; skupaj torej
N2+N

2
+d+2 neznank. Neposredno nas zanimata število izvorovN in njihova dolžinaL, zato bi

ju želeli oceniti s pomǒcjo modela (3.43). Toda zaradi prevelikega števila neznanih parametrov

modela ne moremo uporabiti v zaključeni obliki, zato v naslednjem podpoglavju predstavljamo

aproksimacijo modela (3.43), primerno za uporabo v iskalnih algoritmih.

3.3.1 Aproksimacija modela za vzořcno varianco

V tem podpoglavju bomo razvili aproksimacijo modela vzorčne variance za indeks aktivnosti

(3.43), tako da bomo neznane parametre, ki nas ne zanimajo prvenstveno, združili v manjši na-

bor in ocenili razpon njihovih vrednosti. Gre za prispevek šumaIw, število impulzov v signalih

posameznih izvorovλi in število prekrivajǒcih se vzorcev med izvoriηij . Nove modelne para-

metre želimo nareditǐcim bolj neodvisne od razširitevK. Izbira razlǐcnih vrednosti zaK bi na

ta nǎcin prispevala sistem enačb, v katerih bi modelni parametrici delovali kot konstante.

Najprej aproksimirajmo varianco, ki jo prispevajo posamezni izvori, in smo jo izpeljali v

(3.31). Števila impulzov v signalih posameznih izvorov so vmodelu vpeta v vzořcno povprěcje,

ki ga nadomestimo z novim parametromc0:

c0 =
1

N

N∑

i=1

λ−1
i , (3.44)
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kar vodi k aproksimaciji modela (3.31):

N∑

i=1

var(Isi) ≃
−N(L +K)

d

(
L+K

d
− c0

)

. (3.45)

Kot vidimo, je parameterc0 neodvisen od razširitvenega faktorjaK, kar je naš osnovni namen.

Vsoto kovarianc med vsemi pari prispevkov izvorov (3.39) aproksimiramo tako, da uvedemo

nov parameterc1:

c1 =
2

N(N − 1)(L+K)2

N−1∑

i=1

N∑

j=i+1

ηij(λiλj)
−1, (3.46)

ki zagotavlja podobno strukturo, kot smo jo za aproksimirani model dobili pri posameznih izvo-

rih:

2
N−1∑

i=1

N∑

j=i+1

kov(Isi, Isj) ≃
−N(N − 1)(L+K)2

d

(
1

d
− c1

)

. (3.47)

Vsoti poi in j pri definiciji parametrac1 v (3.46) vsebujeta vse vzorce, ki se pojavijo v indeksu

aktivnosti zaradi prekrivajǒcega se delovanja izvorov. Število prekrivanj je premo sorazmerno

z dolžino odziva za vsak izvor. Prekrivanje vključuje po dva izvora, kar pomeni kvadratno od-

visnost števila vzorcev v prekrivanjih od dolžine odzivov.Zaradi tega smo v definicijo (3.46)

vključili deljenje z(L+K)2 in s tem minimizirali odvisnostc1 odK.

Za aproksimacijo variance v šumnem prispevku (3.32) vpeljemo novi parameterc2, s katerim

nadomestimo vsoto kvadriranih vzorcev v prispevku šuma:

c2 =
1

[M(K + 1)]2

d−1∑

n=0

I2w(n). (3.48)

Aproksimacijo modela (3.32) izrazimo z

var(Iw) ≃ −
[M(K + 1)]2

d







[

1− N(L+K)
M(K+1)

]2

d
− c2







. (3.49)

Energija šuma v indeksu aktivnosti je premo sorazmerna številu razširjenih meritev. To pomeni,

da je vsota kvadratov šumnih vzorcev kvadratno odvisna odK. Definicijo zac2 v (3.48) smo

naredili neodvisno odK.

Aproksimirajmo še model za vsoto kovarianc med prispevki izvorov in šuma, zapisanim z

relacijo (3.42). Nov parameterc3 definiramo kot

c3 =

∑N
i=1 λ

−1
i

∑

n∈κi
Iw(n)

M(K + 1)
, (3.50)
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tako da dobi aproksimirani model naslednjo obliko:

N∑

i=1

kov(Isi, Iw) ≃ −
M(K + 1)

d







N(L+K)
[

1− N(L+K)
M(K+1)

]

d
− c3






. (3.51)

Parameterc3 je odvisen od vsote šumnih vzorcev, ki raste premo sorazmerno s številom razširje-

nih meritev, kar smo upoštevali pri definiciji (3.50).

Ko seštejemo delne modele (3.45), (3.47), (3.49) in (3.51),dobimo aproksimacijo varianč-

nega modela za indeks aktivnosti:

var(IA) ≃ −
M2(L+K)2

d2
+

N(L+K)

d
c0 +

N(N − 1)(L+K)2

d
c1 + (3.52)

+
[M(K + 1)]2

d
c2 +

M(K + 1)

d
c3.

Aproksimirani model (3.52) sedaj vsebuje polegN in L, ki ju želimo izrǎcunati, še štiri neznane

parametrec0, c1, c2, in c3. Ti so definirani tako, da sǒcim manj odvisni od razširitvenega faktorja

K. To dejstvo bomo izkoristili pri ocenjevanjuN in L s pomǒcjo iskalnih algoritmov. Vsi

izračuni so normalizirani z dolžino meritevd, kar pomeni, da variance računamo kot centralne

momente 2. reda.

3.3.2 Cenilka kovariaňcnih zaporedij s pomǒcjo modeliranega indeksa ak-

tivnosti

Model za varianco indeksa aktivnosti, ki smo ga razvili v podpoglavju 3.3, lahko uporabimo

pri oblikovanju avtokovariaňcnega zaporedja (AKZ). Pokazali bomo, da koeficienti tega zapo-

redja vsebujejo informacije, ki so pomembne pri ocenjevanju števila izvorov in dolžin njihovih

odzivov. Izpeljava AKZ razširja model (3.43), ki pomeni avtokovariaňcno vrednost indeksa ak-

tivnosti pri zamikuτ = 0. Rǎcunamo kovarianco med indeksom aktivnosti in njegovo zaτ

vzorcev zakasnjeno repliko po pravilu iz enačbe (3.37):

kov(IA(n), IA(n− τ)) ≃ E[IA(n)IA(n− τ)]− ĪA(n)ĪA(n− τ), (3.53)

kjer je ĪA vzořcno povprěcje indeksa aktivnosti,τ pa predstavlja zamik replike indeksa. Pri

zamiku τ = 0 določa enǎcba (3.53) varianco indeksa aktivnosti. AKZ izračunamo pri vseh

možnih zamikihτ : τ ∈ [−d + 1, d − 1]. Toda, ker je AKZ simetrǐcno (slika 3.4), lahko

upoštevamo samo pozitivne premike, torejτ ∈ [0, d − 1]. Upoštevamo delne prispevke, ki

jih za indeks aktivnosti povzema enačba (3.34), in modeliramo njihove kovariance pri različnih
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medsebojnih premikih.

Za oznǎcevanje kovariaňcnih zaporedij uporabljamo naslednje oznake: zrs(τ) oznǎcimo av-

tokovariaňcno zaporedje prispevkov izvorov, zrss(τ) zaporedje kovarianc med izvori, zrw(τ)

avtokovariaňcno zaporedje prispevka šuma in zrsw(τ) zaporedje kovarianc med prispevki izvo-

rov in šuma. Avtokovariaňcno zaporedje indeksa aktivnosti označimo zr(τ) in ga po zgledu iz

enǎcbe (3.34) razdelimo na komponente, kar je prikazano tudi nasliki 3.4:

r(τ) = rs(τ) + rss(τ) + rw(τ) + rsw(τ). (3.54)
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Slika 3.4: Komponente avtokovariančnega zaporedja indeksa aktivnosti in njihova odvisnost od
zamika. Razvidno je, da je AKZ simetrično, torej neodvisno od smeri zamika replike indeksa.
Zato je dovolj rǎcunanje zgolj pozitivnih zamikovτ > 0. AKZ indeksa aktivnostir(τ) (polna,
odebeljenǎcrta) razdelimo po enačbi (3.54) na 4 prispevke, in sicer prispevke izvorovrs(τ)
(polna, tankǎcrta), kovariance med izvorirss(τ) (črtkanačrta), prispevek šumarw(τ) (pikčasta
črta) in kovariance med izvori in šumomrsw(τ) (pikčasto-̌crtkanačrta). Indeks aktivnosti je
bil v tem primeru izrǎcunan iz umetnih signalov z naključnimi sistemskimi odzivi in parametri
M = 60, N = 5, L = 10, K = 5, SNR = 10 dB.

V nadaljevanju modeliramo posamezne prispevke k AKZ, kot jih podaja enǎcba (3.54). Zǎc-

nemo s prispevki izvorovrs(τ). Če imamo opravka z brezšumnimi signali in je v indeksu ak-

tivnosti prisoten samo prispeveki-tega izvoraIsi(n), velja, da sta vzořcni povprěcji prispevka

izvora in njegove zakasnjene replike enakiĪsi(n) = Īsi(n − τ), saj se z zakasnitvijo vzorčno

povprěcje indeksa aktivnosti ne spremeni in je enako tistemu, ki smo ga izpeljali v enǎcbi (3.19).

Matematǐcno upanje produkta originalnega in zakasnjenega indeksa je glede na matematično

upanje kvadrata indeksa, izpeljanega v enačbi (3.30), manjše, in znašaE[Isi(n)Isi(n − τ)] =
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(L+K − |τ |)(dλ)−1. AKZ, ki izhaja iz prispevkai-tega izvora, tako modeliramo kot:

rsi(τ) ≃ −
(L+K)2

d2
+

L+K − |τ |

d
λ−1
i . (3.55)

Če so v brezšumnih izhodnih signalih prispevkiN aktivnih izvorov, katerih aktivnosti se ne

prekrivajo, dobimo za njihove prispevke naslednji model avtokovariaňcnega zaporedja:

rs(τ) ≃ −
N(L+K)2

d2
+

L+K − |τ |

d

N∑

i=1

λ−1
i . (3.56)

Izraz (3.56) doseže maksimum pri zamikuτ = 0, kjer predstavlja varianco indeksa aktivnosti

(slika 3.4). Prvi lokalni minimum je dosežen pri zamiku|τ | = L + K. KerL + K predstavlja

širino prispevka, ki jo v indeks aktivnosti doda vsak izvorni odziv z dolžinoL, se pri premiku

replike indeksa zaL+K prispevek v originalu in njegova ponovitev v repliki ne prekrivata věc.

To pomeni, da se odzivi pri nobenem proženju posameznega izvora ne prekrivajo in zato na tem

mestu v avtokovariaňcnem zaporedju nastopi minimum. Omejitev, ki smo jo pri tem privzeli, je,

da so odzivi vseh izvorov enako dolgi.

Pri modeliranju kovariaňcnih zaporedij ostalih prispevkov k AKZ indeksa aktivnostipri raz-

li čnih medsebojnih premikih nam bo v pomoč slika 3.4.

Modeliranje zaporedja kovarianc med izvorirss(τ) je bolj problematǐcno. Pri premikanju

replike indeksa se namreč lahko pojavita dve možnosti: prekrivanje se lahko zmanjšuje, lahko

pa se tudi pověcuje (slika 3.5). Zaporedje kovarianc med izvori torej ni enoumno dolǒceno

samo z zamikomτ , ampak je za njegovo določitev treba poznati še točne trenutke impulzov v

posameznih izvorih. Opisana značilnost zaporedij kovarianc med izvori ima tudi pozitivno plat,

saj se lahko spremembe v številu prekrivanj kompenzirajo,če je pověcanja prekrivanja statistično

približno toliko, kot je zmanjšanja. V primeru takšne kompenzacije je zaporedje neodvisno od

zamika. S slike 3.4 je razvidno tudi, da ta komponenta prispeva k skupnemu AKZ bistveno manj

kot ostale, zato smo se odločili, da tega modela ne bomo razvijali.

Modelirajmo še avtokovariančno zaporedje prispevka šumarw(τ) v AKZ indeksa aktivno-

sti. Empirǐcno smo ugotovili, da avtokovariančno zaporedje šumnega prispevka izzveni že pri

zamikuτ = |K|. K je namrěc razširitveni faktor, kiK-krat ponovi isti šum in s tem vnese kore-

liranost šumnega prispevka doK. V idealnih razmerah torej veljarw(|K|) = 0, kar je razvidno

tudi s slike 3.4.

Za zaporedje kovarianc med prispevki izvorov in šuma smo ugotovili, da veljarsw(|L+K|) =

0, toda le v primeru,̌ce so impulzni izvori dovolj redki. Pri zamikuτ = |L+K| je namrěc replika

indeksa že toliko premaknjena, da se izvori, ki so prisotni tako v prispevku izvorov kot tudi v
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Slika 3.5: Kovariaňcno zaporedje med prispevkoma dveh različnih izvorov. Prispevek prvega
izvora je predstavljen s polno, drugega pa sčrtkanočrto. Pri premikanju prispevka 2. izvora v
smeri puš̌cice se pojavi naslednja situacija: prekrivanje prvih odzivov se zaradi premika zmanj-
šuje, prekrivanje drugih odzivov pa se povečuje.

prispevku šuma ne prekrivajo več in zato je kovarianca med prispevki izvorov in šuma enaka 0.

Zaporedje kovarianc med prispevki izvorov in šumarsw(τ) lahko v takem primeru modeliramo

kot:

rsw(τ) = −
M −NL+K(M −N)

d2
N(L+K − |τ |). (3.57)

Enǎcba (3.57) razkriva, da je kovarianca med nepremaknjenimi prispevki izvorov in prispevkom

šuma negativna in enaka produktu vzorčnega povprěcja za prispevke izvorov (3.20) in vzorčnega

povprěcja za šum (3.28). Od te minimalne vrednosti linearno narašča do vrednosti 0, ki jo doseže

pri premikuτ = |L+K|.

Pokazali smo, kako so posamezne komponente AKZ odvisne od zamika τ . Ugotovili smo,

da je avtokovariaňcno zaporedje izvorov korelirano doL + K (3.56), prav tako tudi zaporedje

kovarianc med prispevki izvorov in šuma (3.57). Razlika mednjima je, da avtokovariaňcno

zaporedje izvorov prispeva pozitivno k celotnemu AKZ, zaporedje kovarianc izvorov in šuma pa

negativno. Avtokovariaňcno zaporedje prispevka šuma je korelirano doK, zaporedje kovarianc

med izvori pa se s premikom spreminja zanemarljivo malo. Posledično je tudi celotno AKZ

indeksa aktivnosti, tj.r(τ), korelirano doL+K, tako kot sta komponentirs(τ) (3.56) inrsw(τ)

(3.57). Avtokovariaňcno zaporedje šumnega prispevka in zaporedje kovarianc medizvori tega ne

pokvarita in tako lahko z AKZ indeksa aktivnosti dobimo podatek o dolžini sistemskih odzivov.

3.4 Dolǒcanje dolžine sistemskih odzivov in števila izvorov

Na podlagi razvitih modelov indeksa aktivnosti za variancoin AKZ lahko dolǒcimo dolžino

sistemskih odzivov za izvore in število izvorov na dva možnanǎcina. Najprej bomo predsta-

vili metodo, ki uporablja AKZ, nato pa še metodo z redukcijo iskalnega prostora, ki temelji na

modelu za varianco.
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3.4.1 Metoda z avtokovariaňcnim zaporedjem

Pri izpeljavi modela za AKZ indeksa aktivnosti v podpoglavju 3.3.2 smo ugotovili, da AKZ do-

seže prvi lokalni minimum pri argumentuL + K. Razširitveni faktorK poznamo, zato lahko

dolžino sistemskih impulznih odzivov̂L za izvore ocenimo kot argument pri izpolnjenih nasle-

dnjih dveh pogojih:

L̂ = arg
τ∈[0,d−1]

r(τ) :

{
∆r(τ)

∆τ
·
∆r(τ + 1)

∆τ
< 0 in

∆2r(τ)

∆τ 2
> 0

}

, (3.58)

kjer sta∆/∆τ in∆2/∆τ 2 operatorja prve in druge razlike po vzorcih. Cenilka temelji na dejstvu,

da AKZ doseže prvi lokalni minimum priL+K, zato je v tej tǒcki prvi odvod enak 0, drugi pa

je pozitiven. V pogoju (3.58) smo odvoda aproksimirali z razlikami.

Ko je dolžina sistemskih odzivov za izvore ocenjena z enačbo (3.58), jo lahko uporabimo

skupaj z metodami za ocenjevanje števila izvorov v multiplikativnih mešanicah. Primere takšnih

metod, ki uporabljajo razcep korelacijske matrike signalov na lastne vrednosti in kriterije iz teo-

rije informacij, najdemo v [37] ali [103]. V našem delu smo izbrali metodo [103], ki predvideva

multiplikativno mešanico

y(n) = As(n) +w(n), (3.59)

kjer pomeniy(n) = [y1(n), . . . , yM(n)]T M šumnih meritev,s(n) = [s1(n), . . . , sN(n)]
T N

impulznih izvorov,w(n) = [w1(n), . . . , wM(n)]T pa je prostorsko neodvisen beli gaussovski

šum. Dimenzija mešalne matrikeA je M × N . Metoda deluje zgolj ob predpostavki, da je

število izvorov manjše od števila meritev:N < M . Ker je šum neodvisen od meritev in ima

ničelno povprěcje, lahko korelacijsko matriko meritev zapišemo kot

Ry = E[y(n)y(n)T ] = ARsA
T + σ2I, (3.60)

kjer Rs oznǎcuje korelacijsko matriko izvorov,I identiteto,σ2 pa varianco šuma.̌Ce je matrika

A polnega stolp̌cnega ranga inRs nesingularna, potem je rang matrikeARsA
T enakN , oziroma

povedano drugǎce,M−N najmanjših lastnih vrednosti matrikeARsA
T je enakih nǐc. Če lastne

vrednosti matrikeRy oznǎcimo zλ1 ≥ λ2 · · · ≥ λM , potem velja, da jeλN+1 = λN+2 = · · · =

λM = σ2. Oceno števila izvorov lahko torej prevedemo na oceno rangamatrikeARsA
T .

V realnih primerih to ni trivialno, ker korelacijska matrika ni znana, ampak jo ocenjujemo

iz meritev koňcnih dolžin. Ocenjene lastne vrednosti korelacijske matrike obǐcajno monotono

upadajo, zato števila izvorov ne moremo oceniti zgolj z njimi. Pomagamo si z uporabo kriterijev

iz informacijske teorije, kot je npr. najkrajša dolžina opisa (MDL). Postopek je naslednji: najprej

izračunamo vzořcno korelacijsko matrikôRy, njene lastne vrednosti označimo z li, i ∈ [1,M ]
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in jih uredimo v padajǒcem vrstnem redu, tako da veljal1 > l2 · · · > lM . Kriterij MDL je bil za

problem ocene števila izvorov izpeljan v [103] z naslednjo enǎcbo:

MDL(k) = − log








M∏

i=k+1

l
1/(M−k)
i

1
M−k

M∑

i=k+1

li








(M−k)d

+
1

2
k(2M − k) log d. (3.61)

S parametromk preizkusimo vse možne vrednosti števila izvorovk ∈ [0,M−1], število izvorov

N̂ pa ocenimo kot vrednostk, ki minimizira kriterij MDL:

N̂ = argmin
0≤k≤M−1

MDL(k). (3.62)

Uporabljena metoda [103] torej deluje na multiplikativnihmešanicah, sami pa z modelom

(2.6) predvidevamo meritve, ki ustrezajo izhodom iz sistema MIMO. Zato imamo opravka s

signali, ki nastanejo s konvolucijo med sistemskimi odziviin vhodnimi signali v sistem in torej

tvorijo konvolutivne mešanice. Toda, kot smo pokazali v (2.8), lahko konvolutivno mešanico

predstavimo kot multiplikativno,̌ce razširimo vektor izvorov z razširitvenim faktorjem, ki je

enak dolžini sistemskih odzivov. Vendar se zaradi razširjanja število izvorov v tako dobljeni

multiplikativni mešanici pověca zN naN ·L izvorov. Ker ponavadi meritve še dodatno razširimo

z razširitvenim faktorjemK, imamo v multiplikativni mešanici prisotnihN(L + K) izvorov.

Torej med številom konvolutivnih in multiplikativnih izvorov velja relacija

Nm = N(L+K), (3.63)

pri čemer zNm oznǎcimo število multiplikativnih, zN pa število konvolutivnih impulznih iz-

vorov. Razširitveni faktorK je znan, dolžino sistemskih odzivov smo ocenili z enačbo (3.58)

kot L̂, število multiplikativnih izvorov pa z enačbo (3.62) kotN̂m, zato lahko ocenimo število

konvolviranih izvorovN̂ kot:

N̂ =
N̂m

L̂+K
. (3.64)

Vendar smo pri ocenjevanju števila izvorov z uporabo enačbe (3.64) omejeni z največjim

možnim številom multiplikativnih izvorov, ki ga lahko zaznamo. Število razširjenih meritev

M(K + 1) namrěc dolǒca zgornjo mejo števila multiplikativnih izvorov [58], velja torej:

M(K + 1) = max(N̂m). (3.65)
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Število meritev lahko sicer povečamo s postopkom razširjanja meritev, toda le do določene meje

[42]. Ta je na eni strani opredeljena z zaporednimi odzivi istega izvora, ki se zaradi razširjanja

meritev ne smejo prekriti med seboj, na drugi strani pa tudi zvelikostjo delovnega pomnilnika

računalnikov.

3.4.2 Metoda z redukcijo iskalnega prostora

Model vzořcne variance za indeks aktivnosti (3.43) je odvisen tako od števila izvorov kot od

dolžin njihovih odzivov, zato smo ju ocenili iz tega modela tudi s pomǒcjo preiskovanja parame-

tričnega prostora. V modelu so znani naslednji parametri: število meritevM , njihova dolžinad

in izbrani razširitveni faktorK. Aproksimirani model (3.52) ima 6 neznank:L,N, c0, c1, c2, c3.

Oceniti želimo število izvorovN in njihove dolžineL, pri čemer privzamemo, da so vsi odzivi

enako dolgi. Ker je model (3.52) drugega reda glede naK, lahko opazujemo meritve pri treh

različnihK in na osnovi (3.52) tvorimo sistem treh neodvisnih enačb s 6 neznankami:

K = 0 : d var(IA) =
−M2L2

d
+NLc0 +N(N − 1)L2c1 +M2c2 +Mc3 (3.66)

K = 1 : d var(IA) =
−M2(L+1)2

d
+N(L+ 1)c0 + (N2 −N)(L+ 1)2c1 + 4M2c2 + 2Mc3

K = 2 : d var(IA) =
−M2(L+2)2

d
+N(L+ 2)c0 + (N2 −N)(L+ 2)2c1 + 9M2c2 + 3Mc3

To sicer ni dovolj za analitično oceno vseh šestih neznank, zagotavlja pa reducirani prei-

skovalni prostor. Modelne parametre odc0 do c3 smo namrěc definirali tako, da so praktično

neodvisni od razširitvenega faktorjaK in da je njihovo definicijsko obmǒcje mogǒce statistǐcno

opredeliti s simulacijami tipa MC, pri katerih izračunavamo parametrične vrednosti, ko nakljǔcno

spreminjamo ostale modelne parametre. Opredeljena definicijska obmǒcja za parametre odc0 do

c3 pomenijo redukcijo iskalnega prostora. Z eno od metod za optimizacijo [26, 25, 76] potem

preiskujemo parametrični prostor v omejenem obsegu in zato bistveno hitreje, kotče omejitev

ne bi postavili. Iš̌cemo takšne kombinacije za parametre odc0 do c3, pri katerih da sistem (3.66)

smiselne ocene zaL in N . V splošnem mora veljati, da staL in N celi števili, razlǐcne realne

situacije pa vnašajo dodatne apriorne informacije, ki lahko omejijo možen nabor vrednosti zaL

in N . Več o tem pišemo pri razlagi rezultatov v podpoglavju 5.4.1.
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Poglavje 4

Indeks aktivnosti s statistikami višjih redov

V tem poglavju preǔcujemo možnosti, ki jih ponujajo statistike višjih redov (SVR) za nadgradnjo

osnovnega indeksa aktivnosti, predstavljenega v podpoglavju 3.1. Obravnavamo statistike lihih

in sodih redov, omejimo pa smo se zgolj na tretji inčetrti red. Z uporabo SVR želimo namreč

obogatiti informacijo, ki jo lahko izdvojimo iz indeksa aktivnosti s statistikami drugega reda.

Dobra lastnost, skupna tako statistikam sodih kot lihih redov, je, da izlǒcijo gaussovski šum, pri-

soten v meritvah. Statistike sodih in lihih redov pa se tudi razlikujejo. Neželena lastnost statistik

lihih redov je, da iznǐcijo tudi regularizacijo korelacijske matrike, ki je posledica šuma, zato je

treba v sistem vpeljati dodatno regularizacijo. Odločili smo se za Tihonovo regularizacijo [101],

ki omogǒca, da vse meritve regulariziramo z istim skalarnim faktorjem [99, 101]. Nasprotno pa

statistike sodih redov regularizacije ne izničijo.

Z uvajanjem SVR se pri rǎcunanju indeksa aktivnosti pojavi tudi dodaten problem. V primeru

prekrivanja odzivov posameznih izvorov se namreč v indeksu aktivnosti pojavijo prispevki, ki se

obnašajo kot dodani novi, umetni signalni izvori. Število vseh prisotnih izvorov v signalni me-

šanici se zato umetno poveča, medtem ko število meritev ostaja nespremenjeno. Z nastajanjem

novih izvorov pri nespremenjenem številu meritev pa sevedahitreje zaidemo v poddolǒcenost

sistema. To pomeni, da metode za ocenjevanje števila in vrednotenje lastnosti izvorov ne sledijo

več modelom, ki smo jih izpeljali v poglavju 3.

Ravno dejstvo, da SVR tvorijo dodatne umetne signalne izvore, pa smo izkoristili za pridobi-

vanje dodatnih informacij o opazovani signalni mešanici. SVR namrěc poudarjajo tista mesta v

indeksu aktivnosti, kjer se prispevki izvorov prekrivajo.Na teh mestih se namreč pojavljajo do-

datni umetni izvori, zaradǐcesar se poslabša ločljivost izvorov, vendar dobimo nove informacije,

iz katerih lahko sklepamo o medsebojnih prekrivanjih impulzov v signalnih izvorih.
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4.1 Definicija indeksa aktivnosti s SVR

V tem podpoglavju bomo najprej na kratko predstavili SVR in nato z njihovo pomǒcjo nadgra-

dili originalni indeks aktivnosti, kakršnega smo definirali s statistikami 2. reda (enačba (3.1)). V

poglavju 3 smo za indeks aktivnosti izpeljali modele, ki omogočajo oceno števila aktivnih iz-

vorov in dolžine njihovih sistemskih odzivov s pomočjo AKZ indeksa aktivnosti. Toda indeks

aktivnosti, izrǎcunan s statistikami drugega reda, kaže neželeno odvisnostod šuma in prekrivanj

med izvori. Odpornost na šum je sicer optimalna po Mahalanobisu, vendar je v realnih razmerah,

predvsem v klinǐcni praksi, kjer kvalitete izmerjenih bioelektričnih signalov ne moremo vedno

uspešno nadzorovati, lahko bistveno prenizka. Prav tako medsebojnih prekrivanj posameznih

izvorov ni možno nataňcno dolǒciti, kar je motěce pri dolǒcanju potencialnih trenutkov proženj

impulznih izvorov. To sta bili glavni motivaciji, da smo proučevali indeks aktivnosti, izrǎcunan

s SVR.

SVR do vkljǔcno 6. reda se uporabljajo na številnih področjih pri obdelavi signalov, npr. za

identifikacijo in dekonvolucijo sistemov MIMO [4, 5, 10, 11,12, 16, 19, 20, 28, 31, 30, 35, 36,

66, 74, 81, 85, 98, 102]. Vzporedno s sistemsko identifikacijo so bili razviti postopki za ocenje-

vanje dolžine sistemskih odzivov in števila signalnih izvorov. Njihovo uporabo razširjamo tako,

da SVR ne rǎcunamo neposredno iz izhodnih sistemskih signalov, tj. meritev, temvěc najprej iz-

računamo indeks aktivnosti in nato tega obdelamo s SVR. Na ta način dosežemo, da so rezultati

manj odvisni od oblik izmerjenih signalnih prispevkov, ki se pojavljajo v meritvah kot sistemski

odzivi izvorov.

SVR v praksi rǎcunamo kot signalne momente ali kot iz njih izpeljane kumulante. Njihova

znǎcilnost je, da poleg informacije o amplitudi opazovanega procesa posredujejo tudi informacijo

o fazi, česar statistike 2. reda ne zmorejo, saj so slepe za fazo (recimo avtokorelacija in varianca,

ne pa tudi kovariaňcna zaporedja ali prečne korelacije). Kot smo že omenili, so SVR slepe za

gaussovske procese, tako da se z njihovo uporabo znebimo motečih šumov, ki imajo gaussovsko

porazdelitev. Posledično se pri postopkih, ki uporabljajo momente višjih redov, zviša razmerje

SNR, kadar je signalom dodan gaussovsko porazdeljen šum. Uporaba SVR daje dobre rezul-

tate, ko imamo opravka z negaussovskimi procesi, ki jih motigaussovski šum. Take razmere

veljajo za veliko vsakdanjih problemov, recimo pri obdelavi bioelektrǐcnih signalov. Najvěcja

pomanjkljivost postopkov s SVR pa je, da zahtevajo daljše signale kot postopki s korelacijo

[77, 84, 105].

V nadaljevanju izrǎcunavamo SVR kot momente višjih redov. Njihovo definicijo povzemamo

po [105]. Naj boξ(t) stacionarni nakljǔcni proces,t pa predstavljǎcasovno komponento, ki je

lahko zvezna ali diskretna. Momentk-tega reda oznǎcimo zMk,X(τ1, τ2, . . . , τk−1) in je definiran

za nakljǔcne spremenljivkeX(t), X(t+ τ1), . . . , X(t+ τk−1) kot:
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Mk,X(τ1, τ2, . . . , τk−1) = E[X(t)X(t + τ1) . . .X(t+ τk−1)], (4.1)

kjer je zaradi upoštevanja stacionarnosti izračun momentov odvisen zgolj od premikovτ1, . . . ,

τk−1, izračunana vrednost pri izbranih premikihτ1, . . . , τk−1 pa je skalarna.

Momente lahko ocenimo v̌casovnem in frekveňcnem prostoru [105]. V nadaljnjih izpeljavah

se omejujemo nǎcasovni prostor. Definicijo razširjamo na več realnih nakljǔcnih spremenljivk

Xi z ničelnim povprěcjem. Zanje se moment 3. reda izračuna kot:

M{i1,i2,i3}(τ1, τ2) = E[Xi1(t)Xi2(t+ τ1)Xi3(t+ τ2)], (4.2)

moment 4. reda pa kot:

M{i1,i2,i3,i4}(τ1, τ2, τ3) = E[Xi1(t)Xi2(t + τ1)Xi3(t + τ2)Xi4(t+ τ3)], (4.3)

pri čemerE pomeni dolǒcanje matematičnega upanja.

SVR bomo uvedli v izrǎcun indeksa aktivnosti tako, da bomo iz meritev tvorili momente. V

modelu (2.6) imamoM meritev oziromaM(K + 1) razširjenih meritev. Vsak moment 3. reda

zaM(K +1) naključnih spremenljivk tvori dvodimenzionalno matriko, vsak moment 4. reda pa

tridimenzionalno matriko.̌Ce hǒcemo ostati pri nǎcinu izrǎcuna indeksa aktivnosti, kot smo ga

uporabljali pri statistikah 2. reda (3.1), pomeni osnovo korelacijska matrika, katerěclene dolo-

čajo pari meritev ali modificiranih meritev.

Osredotǒcimo se najprej na momente 3. reda. Opazovanja procesa, ki gaanaliziramo, smo

doslej oznǎcevali zy =









y1

y2

...

yM(K+1)









, zato naj velja:Xi ≃ yi. Za izbrana premikaτ1 in τ2

definiramo korelacijsko matriko, potrebno za izračun indeksa aktivnosti, kot:

Ry(2)y(τ1, τ2) = ⌊r
y
(2)
i1

y
i2

(τ1, τ2)⌋ = ⌊M{i1,i1,i2}(τ1, τ2)⌋. (4.4)

Osnovne raziskave smo opravili priτ1 = 0 in τ2 = 0. Tak izbor omogǒca tudi, da se z ozna-

čevanjem približamo tistemu, ki smo ga uporabili pri definiciji indeksa aktivnosti s statistikami

2. reda.Člene korelacijske matrike, ki jo potrebujemo pri računanju indeksa aktivnosti po enačbi

(4.4), zapišemo kot
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r
y
(2)
i1

y
i2

(τ1, τ2) = d · E[yi1(n)yi1(n)yi2(n)] (4.5)

=
d−1∑

n=0

y2i1(n)yi2(n), i1, i2 ∈ [1,M(K + 1)],

kjer zy(2) oznǎcimo meritev, ki je modificirana tako, da so vsi vzorci kvadrirani. Enǎcba (4.5)

kaže izrǎcun elementa(i1, i2) v korelacijski matriki, ki je dimenzijM(K + 1) × M(K + 1).

Indeks aktivnosti izrǎcunamo s statistikami 3. reda in ga temu primerno tudi označimo:

IA,3(n) = yT (n)R#

y(2)y
y(2)(n). (4.6)

Pri nadgradnji indeksa aktivnosti s statistikami 4. reda postopamo podobno kot pri 3. redu,

prav tako pa smo ga preučevali samo pri zamikih 0 (τ1 = 0, τ2 = 0, τ3 = 0). Tako (i, j)-ti

element korelacijske matrike izračunamo z:

r
y
(2)
i1

y
(2)
i2

(τ1, τ2, τ3) = d · E[yi1(n)yi1(n)yi2(n)yi2(n)] (4.7)

=

d−1∑

n=0

y2i1(n)y
2
i2
(n), i1, i2 ∈ [1,M(K + 1)],

indeks aktivnosti s statistikami 4. reda pa kot:

IA,4(n) =
(
y(2)(n)

)T
R

#

y(2)y(2)y
(2)(n). (4.8)

V naslednjih podpoglavjih podrobneje predstavljamo lastnosti indeksa aktivnosti s statisti-

kami sodih in lihih redov ter probleme, ki jih vnašajo SVR v računanje indeksa aktivnosti.

4.2 Indeks aktivnosti s statistikami sodih redov

Osredotǒcili smo se na statistike 2. in 4. reda. Indeks aktivnosti računamo s statistikami 2. reda

po enǎcbi (3.1), s statistikami 4. reda pa po enačbi (4.8)). Sledi kratka primerjava med indeksom

aktivnosti 2. in 4. reda. Ko meritvam ni dodan šum in je aktiven samo 1 izvor, med njima ni

razlike, saj inverz korelacijske matrike v obeh primerih kompenzira sistemske odzive. Prav tako

ni razlike med indeksoma,če je aktivnih věc izvorov, ki se med sabo ne prekrivajo. Amplituda

prispevkai-tega izvoraIsi v indeksu je še vednoλ−1
i , če jeλi število impulzov v signalui-

tega izvora na opazovanem intervalu, kot smo pokazali v podpoglavju 3.2. Torej modela za

matematǐcno upanje, ki smo ju izpeljali v (3.19) in (3.20) veljata tudi za indeks aktivnosti 4. reda.

Takoj ko nastopi prekrivanje med prispevki posameznih izvorov, pa se pojavi razlika med
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indeksoma aktivnosti 2. in 4. reda. Razlika se kaže zgolj v amplitudi indeksa, pričemer ima

indeks aktivnosti 4. reda na mestih prekrivanja višjo amplitudo, torej bolj poudari prekrivanja.

To je posledica rǎcunanja po enǎcbi (4.7), ki kvadrira vzorce v meritvah in s tem generira umetne

izvore. Ti izvori prispevajo k indeksu vrednosti, ki so obratno sorazmerne številu proženj izvora

v opazovanem intervalu. Teh dodatkov pri indeksu aktivnosti z 2. redom ni.

Naslednja pomembna ugotovitev se nanaša na vzorčno povprěcje indeksa aktivnosti šumnih

meritev. Pri indeksu aktivnosti 2. reda smo namreč ugotovili, da je vzořcno povprěcje indeksa

aktivnosti odvisno zgolj od števila meritev, njihove dolžine in razširitvenega faktorja, neodvisno

pa od števila aktivnih izvorov in njihove stopnje prekrivanja (enǎcba (3.23)). To ugotovitev

lahko zdaj še dopolnimo, saj enako velja tudi v primeru indeksa aktivnosti 4. reda. Še več,

vzořcno povprěcje indeksa aktivnosti je neodvisno tudi od reda uporabljene statistike,̌ce indeks

aktivnosti s SVR rǎcunamo po enǎcbah (4.6) in (4.8), torej v središčni legi. To ugotovitev smo

preverili za indeks aktivnosti s statistikami 2., 3., 4., 5.in 6. reda.

V nasprotju z vzořcnim povprěcjem pa se varianca oziroma avtokovariančno zaporedje inde-

ksa aktivnosti z redom uporabljene statistike spremeni.

4.3 Indeks aktivnosti s statistikami lihih redov in Tihonova

regularizacija

Kot smo omenili že v uvodu, izkazujejo statistike lihih redov pomanjkljivost v primerjavi s sta-

tistikami sodih redov, ker izničijo naravno regularizacijo korelacijske matrike. Izračun indeksa

aktivnosti 3. reda, kot smo ga vpeljali v enačbi (4.6), praktǐcno ni uporaben, zato moramo vpe-

ljati še dodatno regularizacijo korelacijske matrikeRy(2)y. Uporabili smo Tihonovo regulariza-

cijo [101], katere prednost je, da lahko vse meritve regulariziramo z istim skalarnim faktorjem

[99, 101].

Pri Tihonovi regularizaciji se uporablja razcep matrike nasingularne vrednosti (SVD). Naj bo

matrikaA realna ali kompleksna, velikostiM×N . Z uporabo SVD jo razcepimo naA = USV∗,

kjer jeU unitarna matrika velikostiM ×M , matrikaS je diagonalna matrika velikostiM ×N

z nenegativnimi realnimi števili na diagonali inV∗ je konjugirana transponiranka matrikeV,

ki predstavlja unitarno matriko velikostiN × N . Diagonalni elementi matrikeS so singularne

vrednosti matrikeA.

Privzamemo, da staX inY Hilbertova prostora. V splošnem želimo s Tihonovo regularizacijo

izračunati regularizirano rešitev sistemaAx = y, tako dax izračunamo s prileganjem podatkom

v y z najmanjšo kvadratično napako, rešitve z veliko normo pa so kaznovane. Rešujemotorej
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minimizacijski problem:

xα = argmin
x∈X

||Ax− y||2Y + α||x||2X (4.9)

= (A∗A+ αI)−1A∗

︸ ︷︷ ︸

Rα

y,

pri čemerα > 0 deluje kot regularizacijski parameter. Pri Tihonovi regularizaciji razcepimo

matrikoA z razcepom SVD naA = USV∗. Če je matrikaA kvadratna in njene singularne

vrednosti zapišemo kotS = diag(σ1, . . . , σn), za katere veljaσ1 ≥ σ2 ≥ · · · ≥ σn ≥ 0, potem

zaRα velja:

Rα = (A∗A+ αI)−1A∗ (4.10)

= (VS∗U∗USV∗ + αVIV∗)−1VS∗U∗

= V(S∗S+ αI)−1S∗U∗

= V diag

(
σ2
i

σ2
i + α

1

σi

)

U∗,

kjer operator diag pomeni tvorbo diagonalne matrike.

Bistvo Tihonove regularizacije je, da izloči male singularne vrednosti, medtem ko velike

ostanejo nespremenjene. Lastnosti filtriranja singularnih vrednosti nastavljamo s parametrom

α. Čim věcji je α, tem věc singularnih vrednosti izlǒcimo. Priα = 0 pa izlǒcanja singularnih

vrednosti ni, saj zaα → 0 velja
(

σ2
i

σ2
i
+α

)

→ 1 in

Rα → V diag(σ−1
i )U∗ ≡ A−1, (4.11)

kar je razvidno tudi iz enǎcbe (4.9), saj staU in V unitarni matriki, za kateri veljaU∗ = U−1,

če z∗ oznǎcujemo konjugirano transponiranko.

V primeru rǎcunanja indeksa aktivnosti s statistikami 3. reda po enačbi (4.6) lahko uvedemo

Tihonovo regularizacijo za korelacijsko matrikoRy(2)y, ki je realna in kvadratna, zato lahko

uporabimo enǎcbo (4.10). Korelacijsko matriko najprej razcepimo s SVD naRy(2)y = USV∗,

nato jo regulariziramo s parametromα:

R
reg

y(2)y
= V · diag

(
σ2
i

σ2
i + α

1

σi

)

U∗ (4.12)
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in indeks aktivnosti 3. reda z dodano regularizacijo zapišemo kot:

IregA,3(n) = yT (n)
(

R
reg

y(2)y

)#

y(2)(n) (4.13)

= yT (n)

(

V · diag

(
σ2
i

σ2
i + α

1

σi

)

U∗

)#

y(2)(n).

4.4 Statistike višjih redov in prekrivanje izvorov

Omenili smo že, da z računanjem indeksa aktivnosti s pomočjo SVR ustvarjamo umetne izvore,

ki so posledica prekrivanj v delovanju dejanskih signalih izvorov. S preprostim zgledom za dva

kratka izvora bomo v nadaljevanju pokazali, zakaj pride do tega pojava.

Vzemimo torej sistem z 2 izvoroma, dolžino sistemskih odzivov 2 vzorca za vsak izvor,

dve meritvi dolžine 5 vzorcev, brez razširjanja in brez šuma. Signal prvega izvora vsebuje dva

impulza, in sicer na pozicijah 1 in 4 (s1 = [1, 0, 0, 1, 0]), signal drugega izvora pa en impulz na

poziciji 3 (s2 = [0, 0, 1, 0, 0]). Impulzi obeh izvorov se torej ne prekrivajo, toda ker so impulzni

odzivi dolgi 2 vzorca, obravnavani sistem pa je konvolutiven (enǎcba (2.6)), se pojavi prekrivanje

na pozicijin = 4. Opisan sistem lahko predstavimo tako:

H =

[

h11(1) h11(2) h12(1) h12(2)

h21(1) h21(2) h22(1) h22(2)

]

, s =








1 0 0 1 0

0 1 0 0 1

0 0 1 0 0

0 0 0 1 0







. (4.14)

Dimenzije matrik so: mešalna matrikaH je dimenzijM × NL, matrika razširjenih izvorov

NL× d in matrika meritevM × d. Meritve lahko po enǎcbi (2.8) zapišemo kot:

x = Hs =

[

h11(1) h11(2) h12(1) (h11(1) + h12(2)) h11(2)

h21(1) h21(2) h22(1) (h21(1) + h22(2)) h21(2)

]

. (4.15)

Če v brezšumnih meritvahx kvadriramo vse vzorce, dobimo:

x(2) =

[

h2
11(1) h2

11(2) h2
12(1) (h11(1) + h12(2))

2 h2
11(2)

h2
21(1) h2

21(2) h2
22(1) (h21(1) + h22(2))

2 h2
21(2)

]

(4.16)

=

[

H(2)
2h11(1)h12(2)

2h21(1)h22(2)

][

s

0 0 0 1 0

]

= H(2)s(2),

kjer H(2) predstavlja mešalno matriko,s(2) pa vektor razširjenih izvorov v primeru kvadriranih
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vzorcev meritev.

Zgornja enǎcba (4.16) seveda velja le v posebnem primeru, kjer se prekriva samo en vzorec

odzivov dveh aktivnih izvorov. Iz matrike razširjenih izvorov s(2) je razvidno, da se za vsak

prekrivajǒc se vzorec v odzivih dveh izvorov pojavi v matrikis(2) nov, umetni izvor. Prav tako

se v matrikiH(2) pojavijo vzorci iz odziva tega novega izvora.

Pri uporabi eksponentov, višjih od 2, se ta pojav še stopnjuje. Če vzorce v meritvah poten-

ciramo s tretjo potenco, se za vsak prekrivajoči se vzorec v matrikis pojavita 2 nova, umetna

izvora, saj je(a + b)3 = a3 + 3a2b + 3ab2 + b3. Pri potenciranju s 4 se pri vsakem prekri-

vanju pojavi že 5 umetnih izvorov. Število novo nastalih izvorov za vsako prekrivanje raste po

Pascalovem trikotniku.
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Poglavje 5

Uporaba modelov indeksa aktivnosti

Za preverjanje modelov, izpeljanih v poglavju 3, smo najprej uporabili umetne signale, saj lahko

pri njih nadziramo vse parametre, medtem ko pri realnih signalih parametri niso poznani in jih ne

moremo uporabiti za preverjanje izpeljanih modelov. Uporabili smo dva tipa umetnih signalov,

ki ponazarjajo meritve redkih impulznih izvorov z naključnimi sistemskimi odzivi in meritve

površinskega EMG. V nadaljevanju jih imenujemo umetni signali. Najprej razložimo, kako smo

simulirali umetne meritve in z njimi preverili izpeljane modele. Sledi poglavje o ocenjevanju

dolžine sistemskih odzivov in števila izvorov v površinskih EMG. Na koncu pokažemo, kako

lahko uporabimo indeks aktivnosti s SVR za izboljšanje dekompozicije in oceno mišične sile iz

izmerjenih realnih površinskih EMG.

5.1 Tvorba umetnih signalov

5.1.1 Umetni signali z nakljǔcnimi sistemskimi odzivi

Umetne signale smo tvorili upoštevajoč model, ki smo ga opisali v podpoglavju 2.3. Generator

zgradi sestavljene signale v treh korakih. V prvem koraku sedoločijo vlaki impulzov za vse im-

pulzne izvore, nato se ustvarijo sistemski impulzni odziviza vse kombinacije izvorov in meritev,

v zadnjem koraku sledi še konvolucija vlakov impulzov s pripadajǒcimi sistemskimi odzivi. Pri

tvorbi umetnih signalov lahko izbiramo naslednje parametre izvorov: število aktivnih izvorov,

povprěcne medimpulzne razmike in njihov odklon. Pri meritvah lahko nastavljamo želeno šte-

vilo meritev in njihovo dolžino. Izbiramo lahko tudi med tem, ali je meritvam dodan šum ali ne,

in razmerje signal-šum (SNR). Šum, ki se doda meritvam, pa jevedno beli, normalno poraz-

deljen in z nǐcelnim povprěcjem. Razmerje signal-šum je določeno kot razmerje med energijo
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signalaEx in energijo šumaEw:

SNR(dB) = 10 log10

(
Ex

Ew

)

(5.1)

= 10 log10

∑d−1
n=0 x

2
i (n)

∑d−1
n=0w

2
i (n)

.

Ker je število sistemskih odzivov pri privzetem sistemu MIMO pogojeno s številom vhodov

sistema oz. izvorov in številom izhodov sistema oz. meritev, lahko pri sistemskih odzivih na-

stavljamo samo njihovo trajanje (dolžino) in obliko. V primeru nakljǔcnih sistemskih odzivov

podamo tip porazdelitve, povprečno vrednost in odklon. Opisane parametre sistema smo nasta-

vljali glede na to, kaj smo želeli s simulacijo preizkusiti,zato pri vseh simulacijah parametri niso

enaki, njihovo izbiro pa opisujemo na začetku vsake simulacije.

5.1.2 Umetni površinski EMG

Za umetni površinski EMG smo uporabili simulator [34], ki ustvari sestavljene signale v treh

korakih. Najprej dolǒci vlake impulzov oziroma zaporedja prožilnih trenutkov vseh ME, temu

sledi dolǒcanje PME za vse kombinacije ME in meritev, torejM×N kombinacij, pričemer jeN

število ME inM število meritev (slika 2.1). PME so tvorjeni glede na fiziološki model opazovane

mišice. V zadnjem koraku se izvede še konvolucija prožilnihvzorcev ME s pripadajǒcimi PME.

Pri umetnem površinskem EMG so bili uporabljeni naslednji parametri, ki smo jih fiksirali:

polje površinskih elektrod z 12 vrsticami in 5 stolpci in razdaljo 5 mm med dvema sosednjima

elektrodama, prevodna hitrost mišičnih vlaken porazdeljena normalno s povprečjem 4 m/s in

odklonom 0,5 m/s, debelina podkožnega tkiva 3 mm, debelina kože 1 mm, frekvence proženj ME

porazdeljene normalno s povprečjem 15 Hz in odklonom 5 Hz, dolžina opazovanega intervala

meritev 5 s in vzořcevalna frekvenca 1024 Hz. Dolžina PME je bila 20 vzorcev. Pri simulacijah

pa smo spreminjali število aktivnih ME, in sicer od 1 do največ 25.

5.2 Preverjanje izpeljanih modelov indeksa aktivnosti z ume-

tnimi signali

Izpeljane modele za indeks aktivnosti smo najprej preverili z umetnimi signali z nakljǔcnimi sis-

temskimi odzivi, nato pa še z umetnim površinskim EMG. Pri umetnih signalih namrěc poznamo

vse modelne nastavitve, zato lahko z njimi preverjamo reprezentativnost modelov. Seveda uspe-

šno preverjanje ne pomeni, da je model veljaven (in uporaben) v vseh mogǒcih situacijah. Zato
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bomo precej pozornosti posvetili tudi realnim površinskimEMG. Šele po primerjavi uspešnega

obnašanja pri obeh vrstah poskusov bomo modele lahko potrdili.

5.2.1 Preverjanje s signali z nakljǔcnimi sistemskimi odzivi

Uporabili smo generator umetnih signalov z naključnimi sistemskimi odzivi, kot smo ga opi-

sali v podpoglavju 5.1.1. Tvorili smo 60 umetnih signalov dolžine 5000 vzorcev z nakljǔcnimi

sistemski odzivi, dolgimi od 5 do 20 vzorcev po koraku 5. Vzorci sistemskih odzivov so bili

naključni, a enakomerno porazdeljeni na intervalu [-1, 1]. Število aktivnih izvorov v sestavljenih

signalih se je gibalo od 2 do 20 po koraku 2. Najprej smo tvorili signale z dvema izvoroma,

nato s štirimi itd. Povprěcni medimpulzni interval je znašal 40± 15 vzorcev. Signalom je bil

dodan aditivni beli normalno porazdeljen šum z ničelnim povprěcjem, ki je bil časovno in pro-

storsko neodvisen. Za vsako ponovitev signala je bila tvorjena nova realizacija šuma, seveda

vedno z enakim razmerjem signal-šum. Preizkusili smo razmerja signal-šum od 100 do 0 dB, in

sicer 100, 50, 20, 10, 5 in 0 dB. Rezultate podajamo kot povprečja in standardni odklon preko

vseh 240 kombinacij spreminjajočih se parametrov (10 izvorov, 4 dolžine sistemskih odzivovin

6 razmerij signal-šum). Razširitveni faktor je znašal 10, tako da je bil sistem v vseh primerih

naddolǒcen.

Razmerje prispevkov posameznih komponent v povprěcju in varianci indeksa aktivnosti

Najprej smo z umetnimi signali preverili prispevke vseh 8 komponent k povprěcju in varianci

indeksa aktivnosti, kot smo jih prikazali v enačbi (3.2). Prispeveki-te komponente indeksa

aktivnosti k povprěcju oziroma varianci celotnega indeksa smo izračunali kot razmerje med

povprěcjem oziroma variancoi-te komponente in povprečjem oziroma varianco celotnega in-

deksa. V tabeli 5.1 so predstavljeni rezultati, ki kažejo, da izvori (3.3) povprěcno prispevajo

zgolj 20±11 % k povprěcju indeksa aktivnosti, celotni prispevek šuma (3.16) pa kar 80±11 %.

Razvidno je tudi, da so samo 3 komponente zanemarljivo majhne, to so (3.4), (3.5) in (3.6), vsem

pa je skupno, da so izračunane s korelacijsko matriko brezšumnih signalov. Pri varianci indeksa

aktivnosti so zaradi negativnih kovarianc posamezne komponente lahko věcje kot je skupna va-

rianca, kar je razvidno tudi iz tabele 5.1. Izvori prispevajo k celotni varianci věc kot vse šumne

komponente skupaj, in sicer povprečno 195±62 %, celotni prispevek šuma pa 48±32 %. Tudi

pri varianci so zanemarljivo majhne iste tri komponente kotpri povprěcju, to so (3.4), (3.5) in

(3.6).

Za dolǒcen izbor parametrov (K = 10, N = 10, L = 5 in SNR = 20 dB) predstavljamo

še povprěcja in variance komponent indeksa aktivnosti pri različnih razširitvenih faktorjih. Na
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Tabela 5.1: Prispevki posameznih komponent indeksa aktivnosti k povprěcju in varianci indeksa
aktivnosti. Prvi stolpec vsebuje imena komponent in številke enǎcb, kjer so bile predstavljene,
drugi prispevek komponente k povprečju indeksa aktivnosti in tretji prispevek komponente k va-
rianci indeksa aktivnosti. Predstavljene so povprečne vrednosti in standardni odkloni, izračunani
za 240 kombinacij parametrov.

Enǎcba Komponenta Prispevek k povprěcju (%) Prispevek k varianci (%)
(3.3) xT (n) ·R#

x · x(n) 20,6± 11,2 194,7± 61,6
(3.4) xT (n) ·R#

x ·w(n) 0,0± 0,1 0,7± 2,2
(3.5) wT (n) ·R#

x · x(n) 0,0± 0,1 0,7± 2,2
(3.6) wT (n) ·R#

x ·w(n) 4,8± 13,8 5,4± 29,5
(3.7) xT (n) ·R#

R · x(n) 25,8± 10,9 27,2± 10,7
(3.8) xT (n) ·R#

R ·w(n) -27,5± 11,1 32,8± 9,2
(3.9) wT (n) ·R#

R · x(n) -27,5± 11,1 32,8± 9,2
(3.10) wT (n) ·R#

R ·w(n) 103,9± 13,5 30,4± 26,1
(3.16) Iw(n) 79,4± 11,2 48,2± 32,0
(3.2) IA(n) 100,0± 0,0 100,0± 0,0

a) b)

I
S1

(n)+...+I
SN

(n)

0 2 4 5

0

1

2

3

Razširitveni faktor (K)

P
o
v
p

re
čj

e 
in

d
ek

sa
ak

ti
v
n

o
st

i
(p

. 
e.

) IA(n)

ostale 

komponente

T #( ) ( )n n
R

w R w

31
0

1

2

Razširitveni faktor (K)

V
ar

ia
n

ca
 i

n
d
ek

sa
 a

k
ti

v
n
o

st
i 

(p
. 
e.

)

IA(n)

I
S1

(n)+...+I
SN

(n)

T #( ) ( )n n
R

w R w

ostale 

komponente0 2 4 531

Slika 5.1: Povprěcje in varianca komponent indeksa aktivnosti (podsliki a inb) v odvisnosti od
razširitvenega faktorjaK, ostali parametri simulacije so fiksirani, in sicer 60 meritev, 10 aktivnih
izvorov, dolžina odzivovL = 5 vzorcev, razširitveni faktor 10 in razmerje signal-šum 20 dB.
Indeks aktivnosti je razdeljen na 8 komponent po enačbi (3.2), na obeh podslikah je celotni
indeks predstavljen s polnǒcrto in polnimi krožci, prispevek šuma (3.10) s pikčastočrto in
praznimi krožci, prispevki izvorov (3.3) šcrtkanočrto in sivimi krožci, ostale komponente pa s
pikčastočrto in praznimi poudarjenimi krožci. Vrednosti komponentso izrǎcunane diskretno,
izračunane vrednosti pa so ponazorjene s krožci (črte predstavljajo zgolj linearno interpolacijo).
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sliki 5.1 a) so povprěcja, na sliki 5.1 b) pa variance posameznih komponent indeksa aktivnosti.

Ti sliki potrjujeta rezultate iz tabele 5.1. K skupnem povprečju indeksa najvěc prispevajo šumne

komponente (3.16), k skupni varianci pa prispevki izvorov (3.3).

Preverjanje modela za povprěcje indeksa aktivnosti

V nadaljevanju smo preizkusili vse komponente modela za povprěcje indeksa aktivnosti (3.22)

z istimi umetnimi signali kot smo jih predstavili na začetku podpoglavja 5.2.1. Model povpre-

čja je predstavljen kot seštevek dveh komponent, in sicer povprěcja prispevkov izvorov (3.20)

in povprěcja prispevka šuma (3.28). Preverjali smo, koliko se rezultat iz tega modela razlikuje

od dejanskega vzorčnega povprěcja indeksa aktivnosti. Označimo z ĪA vzořcno povprěcje in-

deksa aktivnosti in ẑIA rezultat iz modela (3.22). Razliko med rezultatom modela indejansko

vrednostjo izrǎcunamo kot

razlika(%)=
|̄IA − ÎA|

ĪA
· 100. (5.2)

Razliko med dejansko in modelirano vrednostjo smo računali za vsako modelirano komponento

posebej kot tudi za celotni indeks aktivnosti, in sicer kot povprěcje in odklon preko vseh 240

kombinacij parametrov (tabela 5.2). S tem poskusom smo potrdili, da povprěcje indeksa aktiv-

nosti pri meritvah brez šuma res linearno narašča s številom izvorov in razširitvenim faktorjem,

kot smo izpeljali v modelu (3.20), saj je povprečna razlika med dejansko in modelirano vredno-

stjo krepko pod 1 %. Rezultat je nad pričakovanji, saj so bila v umetnih signalih prisotna tudi

manjša prekrivanja izvorov, ki jih v modelu (3.20) nismo zajeli. Enako velja za povprečje sku-

pnega prispevka šuma, kjer je razlika med dejansko in modelirano vrednostjo vedno pod 1 %.

Ker se obe komponenti pri povprečju celotnega indeksa seštevata, je tudi razlika za celotniin-

deks pod 1 %. S tem smo potrdili, da je povprečje šumnega indeksa aktivnosti res odvisno zgolj

od števila meritev in razširitev, kot smo izpeljali v (3.22).

Tabela 5.2: Razlika med dejansko vrednostjo vzorčnega povprěcja indeksa aktivnosti in njegovo
modelirano vrednostjo po komponentah. Prvi stolpec podajamodel in sklic na njegovo izpeljavo,
drugi pa razliko v % med modelirano in dejansko vrednostjo zavsako komponento kot tudi za
celotni indeks aktivnosti (zadnja vrstica). Razlika je izračunana po enǎcbi 5.2.

Model Komponenta Razlika (%)
(3.20) E[xT (n) ·R#

x · x(n)] 0,1± 0,3
(3.28) E[Iw(n)] 0,8± 0,1

(3.22) E[IA(n)] 0,6± 0,1

Model povprěcja šumnega indeksa smo preizkusili še z dodatnimi simulacijami, najprej smo
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preverili vpliv razmerja SNR na povprečje šumnega indeksa. Da smo izločili vpliv prekrivanja

izvorov, so bili aktivni samo 3 izvori (N = 3), dolžina sistemskih odzivov pa je bila 2 vzorca

za vse izvore (L = 2). Tako prekrivanj pri proženjih izvorov kot tudi pri celotnih impulznih

odzivih ni bilo. Meritve smo razširili z razširitvenim faktorjemK = 10. Indeks aktivnosti smo

izračunali pri razlǐcnih stopnjah šuma, dodanega umetnih signalom. Slika 5.2 prikazuje indekse

aktivnosti pri razlǐcnih stopnjah šuma, zaradi preglednosti sta prikazani le skrajnji razmerji SNR,

tj. na 100 dB in 0 dB. Kot bi prǐcakovali, je pri razmerju 100 dB popačenje indeksa manjše kot

pri razmerju 0 dB, toda povprečje šumnega indeksa aktivnosti se je izkazalo za neodvisno od

SNR.

20 40 60 80 100 120 140 160 180 200 220
0

0,02

0,04

0,06

0,08

0,1

0,12

0,14

0,16

Čas (vzorci)

A
m

pl
it

ud
a

in
de

ks
a

ak
ti

vn
os

ti
(p

. e
.)

brez šuma
SNR = 100 dB
SNR = 0 dB

Slika 5.2: Indeks aktivnosti pri različnih razmerjih signal-šum. Polnǎcrta predstavlja indeks
aktivnosti brez šuma, piǩcasta šumni indeks aktivnosti pri SNR 100 dB,črtkana pa šumni indeks
aktivnosti pri SNR 0 dB.

V naslednjem poskusu smo razmerje SNR fiksirali na 10 dB. To smo naredili tako, da smo

tvorili šumne vzorce in jih shranili ter enake dodajali v vseh poskusih. Spreminjali pa smo

parametre izvorov, in sicer prekrivanje impulzov, trenutke impulzov, sistemske odzive in tudi

število izvorov. S tako spremenjenimi izvori smo simulirali meritve in jim dodali vedno isti šum.

Število meritev je ostalo skozi vse poskuse nespremenjeno,saj želimo neodvisen šum, torej za

vsako meritev potrebujemo ločeno realizacijo šuma.

Proǔcevali smo, ali na povprečje šumnega indeksa aktivnosti vplivajo prekrivanja impulzov

v signalih izvorov. Vsi parametri izvorov so ostali nespremenjeni, samo trenutki impulzov so

se premaknili, tako da je prišlo do prekrivanja med signali različnih izvorov. Simulirali smo 3
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različne stopnje prekrivanja: 1, 5 in 10 % vseh vzorcev. Ugotovilismo, da je povprěcje šumnega

indeksa aktivnosti neodvisno od stopnje prekrivanja izvorov.

Nato smo spreminjali število impulzov v signalih posameznih izvorov. Na zǎcetku so imeli

trije simulirani izvori po 12, 9 in 6 impulzov, nato smo jih povečevali vse do 30, 40 in 50 impul-

zov, toda povprěcje indeksa aktivnosti je ostalo nespremenjeno. Sledil je poskus s spremenjenimi

sistemskimi odzivi, ki so bili nakljǔcno tvorjeni petkrat, vendar tudi to ni imelo vpliva na povpre-

čje indeksa aktivnosti. Poskusili smo še s spremembo števila izvorov od 1 do 10 in tudi različne

dolžine sistemskih odzivov od 1 do 10, vendar ta dva parametra nista vplivala na povprečje inde-

ksa aktivnosti.

Z opisanimi simulacijami smo potrdili, da povprečje indeksa aktivnosti iz brezšumnih si-

gnalov naraš̌ca sorazmerno s številom aktivnih izvorov v meritvah in da jepovprěcje indeksa

aktivnosti iz šumnih meritev konstantno, ne glede na število izvorov, število impulzov v signalih

posameznih izvorov, sistemskih odzivov in SNR.Če ti dve ugotovitvi združimo, lahko sklepamo,

da z naraš̌canjem števila izvorov v meritvah pada prispevek šuma v indeksu aktivnosti [57]. To tr-

ditev smo preverili tudi s simulacijami, tako da smo ločeno opazovali prispevka izvorov (3.15) in

šuma (3.16) v indeksu aktivnosti (slika 5.3). Simulacijo smo izvedli na naslednji nǎcin: fiksirali

smo SNR na 10 dB, število izvorov pa povečevali od 1 do 10. Rezultati simulacije so prikazani

na sliki 5.4, s katere je razvidno, da z naraščanjem števila izvorov povprečje prispevkov izvorov

v indeksu aktivnosti narašča, medtem ko povprečje prispevka šuma pada. Povprečje šumnega

indeksa pa je vseskozi enako, kot je bilo pokazano že v prejšnjem poskusu.
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Slika 5.3: Prispevek izvorov v indeksu aktivnosti (polnačrta) in prispevek šuma (pikčastačrta)
pri SNR 10 dB. Razvidno je, da je prispevek šuma v indeksu koreliran s prispevki izvorov,̌ceprav
je bil signalom dodan beli, neodvisen šum.
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Slika 5.4: Vzořcno povprěcje prispevkov izvorov (̌crtkano), prispevka šuma s SNR 10 dB (pik-
často) in šumnega indeksa (polnačrta) v odvisnosti od števila izvorov. Povprečje prispevka šuma
v indeksu aktivnosti z naraščajǒcim številom izvorov pada, prispevkov izvorov raste, medtem ko
povprěcje celotnega indeksa aktivnosti ostaja nespremenjeno. Opomba: pri 10 izvorih je sistem
enǎcb (2.8) poddolǒcen, navpǐcnačrtkanačrta pa predstavlja mejo naddoločenosti sistema.

Preverjanje modela za varianco indeksa aktivnosti

Tako kot smo v prejšnjem podpoglavju preverili izpeljani model povprěcja indeksa aktivnosti, v

nadaljevanju preverjamo še izpeljani model variance (3.34). Preizkusili smo vse štiri komponente

modela za varianco indeksa aktivnosti (3.34) z istimi umetnimi signali, kot smo jih uporabljali

v prejšnjem poskusu. Model variance šumnega indeksa je sestavljen iz seštevka štirih kompo-

nent, in sicer vsote varianc prispevkov izvorov (3.31), variance šumnega prispevka (3.32), vsote

kovarianc med prispevki izvorov (3.35) in vsote kovarianc med prispevki izvorov in prispevkom

šuma (3.36). Pri rǎcunanju variance indeksa aktivnosti iz brezšumnih signalov so vsote varianc

prispevkov izvorov in vsote njihovih kovarianc združene v eni komponenti, tj. varianci brezšu-

mnega indeksa aktivnosti. Preverjali smo, koliko se rezultat iz tega modela razlikuje od dejanske

vzořcne variance indeksa aktivnosti. Razliko med dejansko in modelno vrednostjo prikazujemo

kot razliko v odstotkih (kot v enǎcbi (5.2)) za vsako modelirano komponento posebej, in sicer

glede na skupno vzorčno varianco. Rezultati preverjanja za model so podani v tabeli 5.3. Razlika

med dejanskimi in modeliranimi vrednostmi pri varianci brezšumnega indeksa aktivnosti ((3.31)

+ (3.35)) znaša 3± 1 %. Majhno odstopanje je doseženo tudi pri kovariancah med izvori in

šumom (3.36) (1±1 %). Najvěcje odstopanje se pojavi pri modelu variance šumnega prispevka

(3.32), saj v povprěcju znaša 13±8 %. Model (3.43) izkazuje celotno varianco, ki odstopa od

vzořcne za 3±4 %, kar je zadovoljivo, saj je bil razpon parametrov pri preverjanju širok.
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Tabela 5.3: Razlika med dejansko vrednostjo vzorčne variance indeksa aktivnosti in vrednostjo,
izračunano iz modelov za posamezne komponente. Prvi stolpec označuje model in enǎcbo z
njegovo definicijo, drugi pa razliko v odstotkih med modelirano in dejansko vrednostjo variance
za vsako komponento posebej, na koncu pa še za celotni indeksaktivnosti.

Enǎcba Komponenta Razlika (%)
(3.31) +

∑
var(Isi) + 2,8± 1,4

(3.35)
∑

kov(Isi, Isj)
(3.32) var(Iw) 13,2± 7,5
(3.36)

∑
kov(Isi, Iw) 1,0± 0,7

(3.43) var(IA) 3,3± 3,7

Aproksimacija modela za varianco

Zaradi prevelikega števila neznanih parametrov smo model variance v podpoglavju 3.3.1 apro-

ksimirali. Pri tem smo uvedli 4 nove parametreci, i = 0, . . . , 3, ki jih v tem podpoglavju

vrednotimo s simulacijami. Uporabljali smo umetne signalez nakljǔcnimi odzivi.

Najprej smo ocenili obmǒcja vrednosti, ki jih parametrici lahko zavzamejo. Vseh 5 para-

metrov sistema (L,N,M,K in SNR) smo spreminjali v omejenih območjih, in sicerN,L ∈

{1, 5, 10, 15, 20}, M ∈ {10, 50, 100, 200}, K ∈ [1, 5] in SNR∈ {20, 10, 5, 0} dB. Tako smo

ocenili obmǒcja vrednosti, ki veljajo za parametreci pri različnih kombinacijah navedenih mo-

delnih parametrov. Rezultati so zbrani v tabelah 5.4, 5.5, 5.6 in 5.7. Za vsak parameterci so

podane naslednje vrednosti: spodnja in zgornja meja območja, povprěcna vrednost in standardni

odklon parametra, absolutna razlika med zgornjo in spodnjomejo obmǒcja in relativna razlika

med spodnjo in zgornjo mejo območja glede na povprěcno vrednost parametra (v procentih).

Proǔciti smo želeli, kako se parametrici spreminjajo v odvisnosti od razširitvenega faktorja

K, saj želimo, da bi bili odK čimbolj neodvisni. Ker je število meritev vedno poznano, smoM

fiksirali, toda preizkusili smo věc možnosti (M ∈ {10, 50, 100, 200}). V posameznih tabelah je

M fiksiran, medtem ko se parametriL, N , K in SNR spreminjajo, kot smo navedli v prejšnjem

odstavku. Spodnja in zgornja meja območja zaci sta dolǒceni kot najmanjša in največja vrednost

parametraci pri vseh možnih kombinacijahL, N , K in SNR.

Iz tabel 5.4, 5.5, 5.6 in 5.7 je razvidno, da se pri naraščajǒcem številu meritev parametrici
stabilizirajo. Pri vsaj 100 meritvah so območja parametrovci že zelo omejena, tako da lahko

njihov razpon prǐcakujemo med ugotovljenima spodnjo in zgornjo mejo, in to neodvisno od

kombinacij preostalih modelnih parametrov.

Če primerjamo variabilnost parametrovci pri 200 meritvah (tabela 5.7), vidimo, da je najbolj

stabilen parameterc3, sledijo muc0, c2 in c1 z věcjo variabilnostjo. Relativne razlike med spodnjo
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Tabela 5.4: Obmǒcja parametrovci pri M=10.

Param. Spodnja meja Zgornja meja Povprěcje Std. odklon Razlika Razlika (%)
c0 9, 1 · 10−2 1, 1 · 10−1 9, 9 · 10−2 4, 3 · 10−3 1, 6 · 10−2 16, 6
c1 4, 0 · 10−4 2, 3 · 10−3 1, 1 · 10−3 3, 9 · 10−4 1, 9 · 10−3 180, 0
c2 4, 2 · 10−5 1, 9 · 10−2 1, 4 · 10−3 2, 7 · 10−3 2, 0 · 10−2 1, 4 · 103

c3 −5, 4 · 10−2 3, 0 · 10−2 6, 7 · 10−4 5, 8 · 10−3 8, 4 · 10−2 1, 3 · 104

Tabela 5.5: Obmǒcja parametrovci pri M=50.

Param. Spodnja meja Zgornja meja Povprěcje Std. odklon Razlika Razlika (%)
c0 9, 4 · 10−2 1, 2 · 10−1 1, 0 · 10−1 3, 0 · 10−3 1, 2 · 10−2 11, 6
c1 3, 1 · 10−4 4, 6 · 10−3 1, 1 · 10−3 6, 0 · 10−4 4, 2 · 10−3 370, 2
c2 6, 1 · 10−5 9, 6 · 10−4 7, 0 · 10−4 1, 9 · 10−4 9, 0 · 10−4 128, 3
c3 −1, 6 · 10−3 9, 3 · 10−4 8, 1 · 10−4 2, 0 · 10−4 2, 5 · 10−3 315, 6

Tabela 5.6: Obmǒcja parametrovci pri M=100.

Param. Spodnja meja Zgornja meja Povprěcje Std. odklon Razlika Razlika (%)
c0 9, 1 · 10−2 1, 1 · 10−1 1, 0 · 10−1 4, 6 · 10−3 2, 0 · 10−2 20, 1
c1 2, 3 · 10−4 1, 9 · 10−3 1, 1 · 10−3 3, 5 · 10−4 1, 7 · 10−3 148, 9
c2 3, 7 · 10−4 9, 6 · 10−4 8, 2 · 10−4 1, 2 · 10−4 6, 0 · 10−4 72, 6
c3 5, 4 · 10−4 9, 1 · 10−4 8, 7 · 10−4 3, 5 · 10−5 3, 7 · 10−4 42, 4

Tabela 5.7: Obmǒcja parametrovci pri M=200.

Param. Spodnja meja Zgornja meja Povprěcje Std. odklon Razlika Razlika (%)
c0 9, 1 · 10−2 1, 0 · 10−1 9, 7 · 10−2 3, 2 · 10−3 1, 2 · 10−2 12, 8
c1 5, 6 · 10−4 1, 9 · 10−3 1, 2 · 10−3 4, 2 · 10−4 1, 4 · 10−3 118, 1
c2 5, 9 · 10−4 7, 1 · 10−4 6, 7 · 10−4 3, 2 · 10−5 1, 2 · 10−4 17, 7
c3 7, 3 · 10−4 7, 7 · 10−4 7, 5 · 10−4 9, 6 · 10−6 3, 4 · 10−5 4, 5

in zgornjo mejo obmǒcja glede na povprěcno vrednost parametraci pri 200 meritvah so: 4,5 %

zac3, 12,8 % zac0, 17,7 % zac2, in 118,1 % zac1.

Preǔcevali smo tudi vrednosti parametrovci v odvisnosti od razširitvenih faktorjevK in

števila izvorovN . Uporabili smo iste meritve kot v zgornjem primeru, le število meritev smo

tokrat fiksirali na 100. Rezultate prikazujemo na sliki 5.5.Kot je razvidno s slike, parameterc0 ni

odvisen od razširitvenega faktorja, medtem ko ostali trijeso. Vidimo tudi, da parametri odc1 do

c3 konvergirajo k stabilnim vrednostim z naraščajǒcim razširitvenim faktorjem. Poleg odvisnosti

od razširitvenega faktorja je s slike 5.5 razvidna tudi odvisnost parametrovci od števila izvorov.

Vrednosti parametrovc1 in c2 so obratno sorazmerne s številom izvorov. Le pric1 obstaja izjema,
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ko je aktiven samo en izvor, saj kovarianca med izvori takratne obstaja in je posledičnoc1 enak

0. Parametrac0 in c3 se s številom izvorov ne spreminjata enakomerno.

Preverili smo tudi odvisnost parametrovci od SNR in števila izvorov. Rezultate podaja

slika 5.6. Vidimo, da so parametric0, c1 in c2 neodvisni od SNR, kar je zaželena lastnost.

Parameterc3 pa je v sorazmerju s SNR, vendar se spreminja zgolj v omejenemobsegu.

S pomǒcjo simulacij smo torej ugotovili, da se parametrici s številom izvorov spreminjajo

v omejenem obsegu. To pomeni, da lahko število izvorov in dolžine sistemskih odzivov ocenju-

jemo neodvisno od parametrovci. Parametrici se tudi z razširitvenim faktorjem spreminjajo v

omejenem obsegu, zato jih lahko jemljemo, kot da so pri različnih razširitvah konstantni. Na

ta nǎcin lahko rešujemo enačbo (3.52) zaN in L v okviru mejnih vrednosti zaci, kakor smo

jih ocenili s pomǒcjo simulacij in so podane v tabelah 5.4, 5.5, 5.6 in 5.7. Takšen postopek za

ocenjevanje števila izvorov in dolžin sistemskih odzivov je predstavljen v poglavju 5.4.1.
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Slika 5.5: Odvisnost parametrovci od razširitvenega faktorjaK in števila izvorovN : na abscisi
so razširitveni faktorji, na ordinati pa vrednosti parametrov ci. Vsaka krivulja predstavlja različno
število izvorov, kot kaže legenda. Fiksirani parametri so:L = 5,M = 100 in SNR = 20 dB.
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Slika 5.6: Odvisnost parametrovci od števila izvorovN in SNR: na abscisi so razmerja signal-
šum, na ordinati pa vrednosti parametrovci. Vsaka krivulja predstavlja različno število izvorov,
kot kaže legenda. Fiksirani parametri so:L = 5,M = 100 in K = 5.

5.2.2 Preverjanje z umetnimi površinskimi EMG

Izpeljane modele indeksa aktivnosti smo preverili tudi s površinskimi EMG. Uporabili smo ge-

nerator umetnih površinskih EMG, kot smo ga opisali v podpoglavju 5.1.2. Tvorili smo 60

meritev dolžine 5120 vzorcev. Število aktivnih ME v meritvah se je pověcevalo od 2 do 20 po

koraku 2. Najprej smo tvorili signale z dvema izvoroma, natos štirimi itd. Dolžina PME je

bila 20 vzorcev, frekvence proženj ME pa so bile porazdeljene normalno s povprěcjem 15 Hz in

standardnim odklonom 5 Hz. Meritvam je bil dodan aditivni beli normalno porazdeljen šum z ni-

čelnim povprěcjem, ki je bil časovno in prostorsko neodvisen. Za vsako meritev je bila tvorjena

nova realizacija šuma, seveda vedno z enakim razmerjem signal-šum. Preizkusili smo razmerja

signal-šum od 100 do 0 dB, in sicer 100, 50, 20, 10, 5 in 0 dB. Rezultate podajamo kot povpre-

čja in standardni odklon preko vseh 60 kombinacij spreminjajočih se parametrov (10 izvorov in

6 razmerij signal-šum). Razširitveni faktor je znašal 10, tako da je bil sistem v vseh primerih

naddolǒcen.
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Preverjanje modela za povprěcje indeksa aktivnosti

Preizkusili smo vse komponente modela za povprečje indeksa aktivnosti (3.22) še z umetnimi

površinskimi EMG, na enak način kot v podpoglavju 5.2.1 s signali z naključnimi sistemskimi

odzivi. Model povprěcja je predstavljen kot seštevek dveh komponent, in sicer povprěcja pri-

spevkov izvorov (3.20) in povprečja prispevka šuma (3.28). Preverjali smo, koliko se rezultat

iz tega modela razlikuje od dejanskega vzorčnega povprěcja indeksa aktivnosti. Razliko med

dejansko in modelirano vrednostjo smo računali po enǎcbi 5.2 za vsako modelirano komponento

posebej kot tudi za celotni indeks aktivnosti, in sicer kot povprěcje in odklon preko vseh 60

kombinacij parametrov (tabela 5.8).

Povprěcna razlika med dejansko in modelirano vrednostjo prispevkov izvorov je znašala

3, 9±2, 6%, kar je bilo prǐcakovano, saj so bila v umetnih površinskih EMG prisotna tudi prekri-

vanja izvorov, ki jih v modelu (3.20) nismo zajeli. Enako velja za povprěcje skupnega prispevka

šuma, kjer je razlika med dejansko in modelirano vrednostjo5, 8± 3, 4%. Razlika za celotni in-

deks aktivnosti znaša7, 3±2, 9%. Ti rezultati potrjujejo pravilnost modela za povprečje indeksa

aktivnosti tudi pri umetnih površinskih EMG.

Tabela 5.8: Razlika med dejansko vrednostjo vzorčnega povprěcja indeksa aktivnosti in njegovo
modelirano vrednostjo po komponentah. Prvi stolpec podajamodel in sklic na njegovo izpeljavo,
drugi pa razliko v % med modelirano in dejansko vrednostjo zavsako komponento kot tudi za
celotni indeks aktivnosti (zadnja vrstica). Razlika je izračunana po enǎcbi 5.2.

Model Komponenta Razlika (%)
(3.20) E[xT (n) ·R#

x · x(n)] 3,9± 2,6
(3.28) E[Iw(n)] 5,8± 3,4

(3.22) E[IA(n)] 7,3± 2,9

Preverjanje modela za varianco indeksa aktivnosti

Tako kot smo v prejšnjem podpoglavju preverili izpeljani model povprěcja indeksa aktivnosti,

v nadaljevanju preverjamo še izpeljani model variance (3.34). Preizkusili smo vse štiri kom-

ponente modela za varianco indeksa aktivnosti (3.34) z umetnimi površinskimi EMG, kot smo

jih uporabljali v prejšnjem poskusu. Model variance šumnega indeksa je sestavljen iz seštevka

štirih komponent, in sicer vsote varianc prispevkov izvorov (3.31), variance šumnega prispevka

(3.32), vsote kovarianc med prispevki izvorov (3.35) in vsote kovarianc med prispevki izvorov

in prispevkom šuma (3.36). Pri računanju variance indeksa aktivnosti iz brezšumnih signalov

so vsote varianc prispevkov izvorov in vsote njihovih kovarianc združene v eni komponenti, tj.

varianci brezšumnega indeksa aktivnosti. Preverjali smo,koliko se rezultat iz modela variance
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(3.34) razlikuje od dejanske vzorčne variance indeksa aktivnosti. Razliko med dejansko in mo-

delno vrednostjo prikazujemo kot razliko v odstotkih (kot venǎcbi (5.2)) za vsako modelirano

komponento posebej, in sicer glede na skupno vzorčno varianco. Rezultati preverjanja za model

so podani v tabeli 5.9.

Razlika med dejanskimi in modeliranimi vrednostmi pri varianci brezšumnega indeksa aktiv-

nosti ((3.31) + (3.35)) znaša 1±1 %. Majhno odstopanje je doseženo tudi pri kovariancah med

izvori in šumom (3.36) (6±3 %). Najvěcje odstopanje se pojavi pri modelu variance šumnega

prispevka (3.32), saj v povprečju znaša 15±7 %. Model (3.43) izkazuje celotno varianco, ki od-

stopa od vzořcne za 7±5 %, kar je glede na uporabljene parametre zadovoljivo, saj je bil razpon

parametrov pri preverjanju zelo širok.

Tabela 5.9: Razlika med dejansko vrednostjo vzorčne variance indeksa aktivnosti in vrednostjo,
izračunano iz modelov za posamezne komponente. Prvi stolpec označuje model in enǎcbo z
njegovo definicijo, drugi pa razliko v odstotkih med modelirano in dejansko vrednostjo variance
za vsako komponento posebej, na koncu pa še za celotni indeksaktivnosti.

Enǎcba Komponenta Razlika (%)
(3.31) +

∑
var(Isi) + 1,4± 1,2

(3.35)
∑

kov(Isi, Isj)
(3.32) var(Iw) 14,6± 7,3
(3.36)

∑
kov(Isi, Iw) 5,6± 4,3

(3.43) var(IA) 7,2± 4,6

5.3 Realni površinski EMG

Meritve površinskih EMG so potekale na Politehniki v Torinu, v laboratoriju LISiN. Pri ekspe-

rimentu je sodelovalo 10 zdravih oseb moškega spola. Meritve površinskih EMG so potekale

z matriko 64 elektrod, razporejenih v 5 stolpcev in 13 vrsticin z medelektrodno razdaljo 8 mm

(LISiN-SPES Medica, Italy). Elektrode so bile priključene na 128-kanalni ojačevalnik v enojnem

diferencialnem nǎcinu.

Površinski EMG so bili izmerjeni pri izometričnih skřcitvah mišice biceps brachii. Zajeti

signali so bili ojǎceni (faktor ojǎcitve 2000), filtrirani s pasovno-prepustnim sitom (pasovna ši-

rina 3 dB, od 10 do 500 Hz), vzorčeni z 2048 Hz in pretvorjeni v digitalno obliko z 12-bitnim

analogno-digitalnim pretvornikom. V takšni obliki so bilishranjeni na prenosni računalnik. Sila

skřcitve je bila merjena z dvema senzorjema navora (levim in desnim), ki sta bila nameš̌cena v

opornici. Delovala sta linearno v območju 0–150 Nm (TR11, CCT Transducers, Torino, Italy).
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Signala iz levega in desnega senzorja navora sta bila priključena na ojǎcevalnik, vzořcena z

2048 Hz, pretvorjena v digitalno obliko z 12-bitnim analogno-digitalnim pretvornikom in shra-

njena na prenosni računalnik. Pri nadaljnji obdelavi se je za izmerjeno mišično silo upoštevalo

povprěcje signalov obeh senzorjev. Izmerjena mišična sila je bila tudi prikazana testnim osebkom

kot povratna informacija v realnem̌casu.

Eksperimentalni protokol je bil sestavljen iz naslednjih korakov:

• Preiskovano roko smo položili v opornico, tako da je bila v komolčnem sklepu skřcena

pod kotom 120◦ .

• Najprej je bila mišica trikrat hoteno skrčena pri maksimalni sili z 2 minutama vmesnega

odmora. Sile so bile izmerjene s senzorji navora pri vseh treh maksimalnih skřcitvah in za-

nje je bilo izrǎcunano povprěcje, kar je pomenilo maksimalno prostovoljno skrčitev (MVC)

pri testirani osebi. Sledilo je 5 minut odmora.

• Za izboljšanje kontakta med elektrodami in kožo je bila kožaočiščena z abrazivnim sred-

stvom in navlažena.

• Sledilo je dolǒcanje pozicije inervacijskega območja na opazovani mišici biceps brachii.

Pozicijo inervacijskega območja smo dolǒcili pri skrčitvi z nizko silo s pomǒcjo linearnega

polja 16 elektrod v velikosti 10×1 mm in medelektrodno razdaljo 10 mm. Po končanem

postopku je bilo linearno polje odstranjeno in koža ponovnonavlažena.

• Matrika 64 elektrod je bila nameščena na distalni del mišice biceps brachii s tretjo vrstico

elektrod položeno preko ocenjenega inervacijskega območja, stolpci elektrod pa so bili

poravnani z mišǐcnimi vlakni.

• Sledilo je merjenje površinskih EMG, ki so bili izmerjeni pri:

– konstantni skřcitvi pri 5 % MVC v trajanju 20 sekund,

– konstantni skřcitvi pri 10 % MVC v trajanju 20 sekund,

– konstantni skřcitvi pri 15 % MVC v trajanju 20 sekund,

– konstantni skřcitvi pri 30 % MVC v trajanju 20 sekund,

– skřcitvi z naraš̌cajǒco silo (3-krat) od 0 do 30 % MVC v 12 sekundah in

– skřcitvi s padajǒco silo (3-krat) od 30 do 0 % MVC v 12 sekundah.
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5.4 Ocenjevanje dolžine sistemskih impulznih odzivov in šte-

vila izvorov

5.4.1 Pristop z redukcijo iskalnega prostora

V podpoglavju 5.2.1 smo predstavili razvite modele za povprečje in varianco indeksa aktivnosti.

V nadaljevanju predstavljamo možnost uporabe aproksimiranega modela za varianco indeksa

aktivnosti pri oceni dolžin sistemskih odzivov in števila izvorov na umetnih signalih.

Model (3.52) velja le,̌ce so znane prave vrednosti parametrovci. Kot prikazuje slika 5.5,

je glavni problem, da parametrici niso neodvisni od razširitvenega faktorja.Če bi bili, bi bila

enǎcba (3.52) odvisna od 6 neznank (L, N, c0, c1, c2, c3). Toda parametrici so odvisni od raz-

širitvenega faktorja, kar pomeni, da zgolj z reševanjem enačbe (3.52) pri razlǐcnih razširitvahK

vseh neznank ne moremo eliminirati. Vendar smo s prejšnjim poskusom pokazali, da se ti para-

metri spreminjajo v omejenem obsegu, to pa lahko pomaga pri oceni dolžin sistemskih odzivov

in števila izvorov.

V prvi simulaciji smo parametreci izračunali po enǎcbah (3.44) do (3.50) in jih vstavili v

model (3.52). V takem primeru ima model samo dve neznanki. TostaN in L, katerih vrednosti

želimo oceniti. Ker imamo samo dve neznanki, je dovolj, da indeks aktivnosti izrǎcunamo pri

dveh razlǐcnih razširitvah. V tem poskusu smo izbraliK = 0 in K = 1. Vrednosti ostalih

parametrov so bile:L = 5, M = 100 in SNR = 20 dB. Rezultate podajamo v tabeli 5.10.

Tabela 5.10: Ocena števila izvorov̂N in dolžine sistemskih odzivov̂L, če so parametrici znani:
v prvem stolpcu je podano pravo število izvorov, v drugem njegova ocena in v tretjem ocena
dolžine sistemskih odzivov. Prava dolžina sistemskih odzivov (L) je bila 5 vzorcev.

N N̂ L̂
1 1,02 4,89
2 2,02 4,94
3 3,02 4,96
4 4,02 4,97
5 5,02 4,98

V naslednjem poskusu smo ocenjevali število izvorov in dolžine sistemskih odzivov, ne da bi

poznali tǒcne vrednosti parametrovci. Namesto njihovih pravih vrednosti smo uporabili spodnje

in zgornje meje njihovih obmǒcij, ki smo jih dolǒcili v tabeli 5.6 za primer 100 meritev, tako do-

ločene parametre pa označili s ĉi. Imamo 4 parametre, vsak od njih pa lahko zaseda dve vrednosti

(spodnja in zgornja meja njegovega območja), kar da 16 možnih kombinacij vrednosti parame-
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trov ĉi. Ko parametrêci aproksimiramo na opisani način, spet ostaneta samo dve neznanki,N in

L, in spet zadoš̌cata samo dve enačbi. Izbrali smo dva različna razširitvena faktorja,K = 0 in

K = 1, ki smo ju vstavili v enǎcbo (3.52), in dobili dve kvadratni enačbi z dvema neznankama

N in L. To smo naredili že v (3.66), le da smo takrat izbrali 3 različne razširitvene faktorjeK.

Rešitve sistema smo iskali s pomočjo presěcišča dveh kvadratnih enačb iz sistema (3.66), ki

sta prikazani na sliki 5.7. Problem pri takem načinu reševanja sistema je, da imajo funkcije več

presěcišč in so zato možne različne rešitve. Drugi problem je, da sta enačbi kvadratni in imamo

16 možnih kombinacij vrednosti parametrovĉi, ki dajo věc možnih rešitev, zato se moramo

odločiti, katera rešitev je najbližja pravilni. Za rešitve, torej ocene števila izvorov in dolžine

sistemskih odzivov, smo postavili naslednje pogoje: biti morajo nenegativne iňcimbližje celim

številom, saj so tako dolžine sistemskih odzivov kot tudi število izvorov pozitivna cela števila.

V poskusih se je izkazalo, da na ta način vzpostavimo hiperbolični odnos med številom iz-

vorov in njihovimi dolžinami. Sěcišča so praviloma na odsekih, kjer je strmina hiperbol zelo

majhna (slika 5.7). Zaradi tega že minimalna napaka v položaju ali naklonu ene od hiperbol

lahko drastǐcno premakne sečišče, kar ima za posledico zelo nestabilno delovanje ocenitvene

metode in velike ocenitvene napake pri številu izvorov in njihovih dolžinah.

-50 0 50
-30

-20

-10

0

10

20

30

Dolžina sistemskih odzivov (L)

Š
te

vi
lo

 iz
vo

ro
v

(N
)

Slika 5.7: Prikaz funkcijskih vrednosti zaL ∈ [−50, 50] in N ∈ [−30, 30] pri dveh razlǐcnih raz-
širitvenih faktorjih in aproksimiranih parametriĥci: polnečrte prikazujejo funkcijske vrednosti
zaK = 0, pikčaste pa zaK = 1. Presěcišča dolǒcajo možne rešitve za število izvorov in dolžine
sistemskih odzivov.
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5.4.2 Pristop z avtokovariaňcnim zaporedjem indeksa aktivnosti

V tem podpoglavju predstavljamo še drugi pristop za ocenjevanje dolžin sistemskih odzivov, in

sicer pristop z AKZ, ki smo ga vpeljali v podpoglavju 3.4.1. Stabilnost in robustnost cenilke

za dolžino sistemskih odzivov (3.58) smo preizkusili z umetnimi signali z nakljǔcnimi odzivi.

Vsi parametri so bili enaki kot v podpoglavju 5.2.1, le število signalov smo zmanjšali na 45, saj

smo želeli preizkusiti, kako se cenilka obnaša pri poddoločenosti. Dolžina signalov je bila 5000

vzorcev, razširitveni faktor pa 10.

Najprej smo preverili, kako je metoda za ocenjevanje dolžine sistemskih odzivov z AKZ

odporna na šum. V ta namen smo izračunali AKZ indeksa aktivnosti pri dveh različnih dolžinah

sistemskih odzivovL = 5 in L = 20 in dveh razmerjih signal-šum 20 dB in 10 dB, pri vrednostih

parametrovM = 45, K = 10 in N = 5. Rezultat je prikazan na sliki 5.8. Razvidno je, da v

tem primeru šum ni vplival na mesto preloma AKZ, ki ga išče cenilka (3.58), ampak je bilo

le-to odvisno zgolj od dolžine sistemskih odzivov in razširitvenega faktorja, in sicer pri premiku

τ = L +K. To je zelo želena lastnost pri ocenjevanju dolžine sistemskih odzivov, saj je faktor

razširjanja znan.
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Slika 5.8: AKZ indeksa aktivnosti pri dveh različnih dolžinah sistemskih odzivovL = 5 in
L = 20 in dveh razmerjih signal-šum 20 dB in 10 dB; vrednosti dodatnih parametrov soM = 45,
K = 10 in N = 5. AKZ pri L = 20 in SNR 20 dB je predstavljeno s polnočrto, priL = 20
in SNR 10 dBčrtkano, priL = 5 in SNR 20 dBčrtkano-piǩcasto in priL = 5 in SNR 10 dB s
pikčastočrto. Vidni sta dve mesti s prelomom AKZ, in sicer pri zamiku 15 in 30. Prelom pri
zamiku 15 nastane pri obeh AKZ z dolžino odzivovL = 5, pri zamiku 30 pa pri obeh AKZ z
dolžino odzivovL = 20. Prelom AKZ torej nastopi pri zamikuL+K.
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Robustnost AKZ smo preverili še natančneje z naslednjo simulacijo, v kateri smo preverili

odvisnost AKZ od šuma in od oblike sistemskih odzivov. Vrednosti fiksnih parametrov simula-

cije so bile:M = 45, K = 10, N = 5 in L = 20. Simulacija je potekala na naslednji način: 30-

krat je bil ustvarjen sistem z novo realizacijo naključnih sistemskih odzivov, za vsako realizacijo

sistema smo preverili 4 razmerja signal-šum (SNR∈ {20, 15, 10, 5}dB) in 30 realizacij šuma pri

vsakem od izbranih SNR, skupno torej 3600 simulacijskih tekov. AKZ indeksa aktivnosti je kot

povprěcje preko 3600 simulacijskih tekov prikazano na sliki 5.9. Ne glede na šum in realizacijo

sistemskih odzivov je mesto preloma indeksa aktivnosti vedno pri zamikuL̂+K = 30.
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Slika 5.9: AKZ indeksa aktivnosti, narisano kot povprečje preko 3600 simulacijskih tekov (30
realizacij sistemskih odzivov, 4 vrednosti SNR in 30 realizacij šuma za vsak SNR) pri vrednostih
parametrovM = 45, K = 10, N = 5 in L = 20. Povprěcno AKZ je prikazano s polnǒcrto,
standardni odklon pa s pikčasto. Cenilka (3.58) išče mesto preloma, ki je na sliki obkroženo (v
tem primeru znaša zamik̂L+K = 30).

Proǔcevali smo tudi dve različni dolžini sistemskih odzivov,L ∈ {5, 20} vzorcev, in 4 števila

izvorovN ∈ {5, 10, 15, 20}, kar znaša skupno 8 kombinacij. Za vsako kombinacijo (L, N) smo

preizkusili 4 vrednosti SNR, SNR∈ {20, 15, 10, 5} dB, in 30 simulacij MC pri vsakem SNR.

Kompletno simulacijo smo ponovili 30-krat, vsakič z drugimi, nakljǔcno ustvarjenimi sistem-

skimi odzivi. V vsakem simulacijskem teku smo z uporabo modela (3.58) ocenili dolžino sis-

temskih odzivov, rezultati pa so podani v tabeli 5.11. Rezultati razkrivajo, da je napaka pri oceni

dolžine sistemskih odzivov zanemarljivo majhna ne glede naštevilo aktivnih izvorov in SNR za

L = 5 (tabela 5.11). Enako velja za daljše sistemske odzive (L = 20) v primeru naddolǒcenosti,

ko je SNR věcji kot 10 dB. V vseh primerih, ko jeL = 20 in N = 20, je sistem poddolǒcen,
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toda najvěcja povprěcna napaka ocene ostaja znotraj 20 %. Razvita metoda za ocenodolžin sis-

temskih odzivov se je izkazala za robustno vse do SNR 5 dB,če je bil sistem naddolǒcen (tabela

5.11).

Tabela 5.11: Ocena dolžin sistemskih odzivov z uporabo modela (3.58). Vrednosti so podane
kot povprěcje± standardni odklon. Parametri sistema so:M = 45, K = 10, L = 5 in L = 20,
število izvorovN ∈ {5, 10, 15, 20} in SNR ∈ {20, 15, 10, 5} dB. Pri vrednostih parametrov
L = 20 in N = 20 imamo opravka s poddoločenim sistemom.

SNR (dB) N = 5 N = 10 N = 15 N = 20
L = 5 L = 20 L = 5 L = 20 L = 5 L = 20 L = 5 L = 20

20 5±0 20±0 5±0 20±0 5±0 20±0 5±0 19±0
15 5±0 20±0 5±0 20±0 5±0 20±0 5±0 19±0
10 5±0 20±0 5±0 20±0 5±0 19±1 5±0 18±1
5 5±0 20±0 5±0 19±1 5±0 16±3 5±0 16±4

Ocenjene dolžine sistemskih odzivov smo uporabili pri določanju števila izvorov v konvolu-

tivnih mešanicah po enačbi (3.64). Število izvorov smo zaradi omejitev metode določali le pri

krajših sistemskih odzivih (L = 5), rezultati pa so predstavljeni v tabeli 5.12 in na sliki 5.10. Kot

je bilo pričakovano, je število izvorov podocenjeno pri nizkih SNR zaradi napǎcne ocene števila

multiplikativnih izvorov,čeprav je ocena dolžine odzivov̂L v teh primerih pravilna. Problemi,

povezani s cenilko števila izvorov v multiplikativnih mešanicah, so obravnavani v [37].

Tabela 5.12: Ocena števila izvorov̂N , izhajajǒca iz ocene števila multiplikativnih izvorov pri
znani dolžini sistemskih odzivovL = 5.

SNR (dB) N = 5 N = 10 N = 15 N = 20
20 5± 0 10± 0 15± 0 20±0
15 5± 0 10± 0 15± 0 19±1
10 5± 0 10± 0 14± 1 16±3
5 5± 0 8 ± 1 9 ± 3 4±6
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Slika 5.10: Povprěcja ocen števila izvorov̂N , izhajajǒca iz ocene števila multiplikativnih izvorov
pri znani dolžini sistemskih odzivovL = 5, različnem številu izvorovN = 5, 10, 15, 20 in
vrednostih SNR 20, 15, 10, 5 in 0 dB. Ocene so izračunane disktretno in so ponazorjene z znaki,
črtkanečrte pa predstavljajo interpolacijo med izračunanimi vrednostmi. Ocene pri 5 aktivnih
izvorih so oznǎcene s krožci, pri 10 izvorih s trikotniki, pri 15 izvorih s kvadrati in pri 20 izvorih
z znaki karo. Navpǐcnečrte oznǎcujejo standardne odklone.

5.4.3 Ocenjevanje dolžin PME in števila ME v površinskem EMG

Ocenjevanje dolžin PME predstavlja primer uporabe razvitemetode za ocenjevanje dolžin sis-

temskih odzivov na površinskih EMG. Dolžine PME smo ocenjevali s pomǒcjo AKZ indeksa

aktivnosti (3.56). Pri površinskem EMG je treba upoštevatitudi poseben primer, ko so PME

v vzporednih opazovanih signalih različno zakasnjeni (̌ce opazujemo signale vzdolž mišičnih

vlaken). V takem primeru z AKZ ocenimo dolžino PME, povečano za maksimalno zakasnitev

potenciala v vseh opazovanih signalih (slika 5.11).

Dolžino PME v realnih površinskih EMG smo ocenjevali na enaknǎcin kot pri umetnih

signalih v podpoglavju 5.4.2. Uporabili smo realne površinske EMG, ki so bili izmerjeni v

postopku, opisanem v podpoglavju 5.3. Iz realnih signalov smo izrǎcunali indeks aktivnosti

(3.17) in njegovo AKZ (3.56), s pomočjo katerega smo ocenili dolžine PME. Rezultati so zbrani

v tabeli 5.13.

Ocenjene dolžine PME smo pri realnih površinskih EMG preverili tako, da smo signale tudi

dekomponirali s pomǒcjo orodja DEMUSE [50]. Trajanje dekomponiranih PME smo ocenili

vizualno, in sicer tako, da smo ugotovili njihov začetek in konec na tistih mestih, kjer signal

65



0 5 10 15 20 25 30 35 40

1

2

3

4

5

6

7

8

9

10

Čas (vzorci)

M
e

rit
e

v

zaznana dolžina

zaznana dolžina

0 5 10 15 20 25 30 35 40 45

0

0,05

0,1

0,15

Čas (vzorci)

A
m

p
lit

ud
a

in
de

ks
a

 a
kt

iv
n

o
st

i (
p

. 
e

.)

AKZ

Slika 5.11: Ocenjevanje dolžin impulznih odzivov pri različnih zakasnitvah odzivov, kakor se
pojavljajo pri površinskem EMG,̌ce so elektrode postavljene vzdolž mišičnih vlaken. Levo so
prikazani razlǐcno zakasnjeni impulzni odzivi, desno pa pripadajoči odsek indeksa aktivnosti in
pozitivni del AKZ indeksa aktivnosti. Vidimo, da v indeksu aktivnosti ne lǒcimo med dolžino
odziva in zakasnitvijo odziva v različnih meritvah, temvěc zaznamo dolžino odziva, povečano za
najvěcji premik.

zapusti stabilni nivo ali se nanj vrne. Tako ocenjene dolžine PME smo primerjali z ocenami,

dobljenimi s pomǒcjo AKZ (tabela 5.13). Na sliki 5.12 so trije dekomponirani PME osebe 3 iz

tabele 5.13 pri 10 % MVC, s puščicami pa so oznǎcene dolžine odzivov v vzorcih, kot so bile

ocenjene vizualno. Te dolžine so: 30 vzorcev za sliko a), 31 vzorcev za sliko b) in 32 vzorcev za

sliko c). Z AKZ je bila dolžina odzivov ocenjena na 31 vzorcev, kar pomeni 15,1 ms.
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Tabela 5.13: Ocena dolžine PME in števila ME v realnih površinskih EMG, izmerjenih po po-
stopku, predstavljenem v podpoglavju 5.3. Ocene veljajo zapovršinski EMG, izmerjen na mišici
biceps brachii pri 10 testiranih osebah in pri konstantni skrčitvi z 10 % MVC v trajanju 5 sekund.
Pri rǎcunanju indeksa aktivnosti smo uporabili dva razširitvenafaktorja, in sicerK = 5 in 10.
Prvi stolpec oznǎcuje osebo, drugi uporabljeni razširitveni faktor, tretjiocenjeno dolžino sistem-
skih odzivov v vzorcih,̌cetrti oceno števila multiplikativnih izvorov z metodo MDLin peti oceno
števila aktivnih ME v opazovanih signalih. Pri oceni števila ME smo izhajali iz predpostavke, da
je dolžina PME konstantna za vse ME.

Oseba Razširitveni Ocena dolžine Ocena Ocena
faktor PME (vzorci) MDL števila ME

1 5 31 358 8,7
10 24 656 19,3

2 5 35 359 7,9
10 25 657 18,7

3 5 36 359 7,8
10 31 659 16,0

4 5 37 358 7,6
10 30 657 16,4

5 5 11 357 17
10 28 657 17,2

6 5 10 358 17,9
10 7 657 38,6

7 5 22 359 11,2
10 22 659 20,5

8 5 28 359 9,4
10 25 658 18,8

9 5 22 357 11,1
10 19 659 22,7

10 5 33 357 8,3
10 26 657 18,2
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Slika 5.12: PME, ki pripada prvi (a), drugi (b) in tretji dekomponirani ME (c) pri osebi 3 in pri
konstantni skřcitvi z 10 % MVC. Puš̌cica oznǎcuje dolžino PME, ki je bila razpoznana vizualno.
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Ocena števila ME v površinskem EMG

Število ME smo ocenjevali s kombiniranim pristopom (3.64),pri katerem najprej ocenimo dol-

žine PME z uporabo metode z AKZ, nato ocenimo še število ME s pristopom za multiplikativne

mešanice. Za ocenjevanje števila izvorov v multiplikativnih mešanicah smo uporabili pristop

MDL, ki temelji na lastnih vrednostih korelacijske matrikemeritev. Pristop MDL poskuša najti

mejo med dominantnimi lastnimi vrednostmi in lastnimi vrednostmi šuma.

Primer z umetnimi površinskimi EMG je prikazan na sliki 5.13, kjer so bili uporabljeni na-

slednji parametri: 60 meritev dolžine 2048 vzorcev, 5 razširitev, 3 aktivne ME, dolžina PME 11

vzorcev in SNR 30 dB. Dolžine PME smo pravilno ocenili na 11 vzorcev, število multiplikativnih

izvorov pa na 57 (slika 5.13). Število ME, ki jih lahko zaznamo v opazovanih signalih, znaša po

enǎcbi (3.64) 57/(11+5), torej največ 3 ME. Ta primer z umetnimi površinskimi EMG nakazuje,

da daje razviti pristop za oceno števila aktivnih ME reprezentativne rezultate.
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Slika 5.13: Ocenjevanje števila multiplikativnih izvorovs pomǒcjo lastnih vrednosti korelacijske
matrike za umetni površinski EMG. Na zgornji sliki so padajoče urejene lastne vrednosti korela-
cijske matrike razširjenih meritev. Samo s pomočjo lastnih vrednosti v tem primeru ne moremo
oceniti števila izvorov, zato si pomagamo še z informacijskim kriterijem MDL, s pomǒcjo kate-
rega iš̌cemo mejo med dominantnimi lastnimi vrednostmi in lastnimivrednostmi, ki pripadajo
šumu (spodnja slika). V zgornjem primeru ta kriterij dosežeminimum pri 57, kar je na sliki
oznǎceno s krožcem, in pomeni, da je bilo zaznanih 57 multiplikativnih izvorov.

69



Primer ocenjevanja števila aktivnih ME pri realnih površinskih EMG je prikazan na sliki 5.14.

Uporabljeni so bili površinski EMG osebe 3 iz tabele 5.13 prikonstantni skřcitvi z 10 % MVC,

in sicer 54 meritev dolgih 5 sekund, razširitveni faktor pa je bil 10. S pomǒcjo AKZ indeksa

aktivnosti smo ocenili dolžine PME na 31 vzorcev (13 ms), število zaznanih multiplikativnih

izvorov pa na 659 (tabela 5.13, vrstica 6). Iz teh ocen lahko spomǒcjo enǎcbe (3.64) napovemo,

koliko ME lahko najvěc zaznamo v opazovanem površinskem EMG. Izračunamo 659/(31+10)

in dobimo 16.
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Slika 5.14: Ocenjevanje števila multiplikativnih izvorovs pomǒcjo lastnih vrednosti korelacijske
matrike za realni površinski EMG. Na zgornji sliki so padajoče urejene lastne vrednosti korela-
cijske matrike razširjenih meritev. Samo s pomočjo lastnih vrednosti v tem primeru ne moremo
oceniti števila izvorov, zato si pomagamo še z informacijskim kriterijem MDL, s pomǒcjo kate-
rega iš̌cemo mejo med dominantnimi lastnimi vrednostmi in lastnimivrednostmi, ki pripadajo
šumu (spodnja slika). V primeru realnih površinskih EMG v večini primerov ta kriterij doseže
minimum pri najvěcji možni vrednosti, to je rangu korelacijske matrike, kar je na sliki oznǎceno
s krožcem.
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5.5 Uporaba indeksa aktivnosti s SVR za izboljšavo dekom-

pozicije CKC

V tem podpoglavju pokažemo, kako lahko uporabimo indeks aktivnosti s SVR za izboljšavo de-

kompozicije signalov EMG. Pozorni smo predvsem na mesta, nakaterih se pojavi prekrivanje

pri odzivih izvorov. Kot smo pokazali v podpoglavju 4.4, se za vsak prekrivajǒci se vzorec v

impulznih odzivih pojavi v indeksu aktivnosti nov umetni izvor. Znǎcilnost teh izvorov je, da

imajo manjše število proženj kot pravi izvori, saj se delovanje pravih izvorov nikoli ne prekriva

v popolnosti, tj. pri vseh proženjih. Število proženj posameznega izvora pa vpliva na amplitudo

njegovega prispevka v indeksu aktivnosti, kot smo pokazaliv podpoglavju 3.1. Prispevek izvora

z manj proženji ima v indeksu aktivnosti višjo amplitudo kotprispevek izvora z věc proženji, saj

sta število proženj izvora in amplituda njegovega prispevka v indeksu aktivnosti obratno soraz-

merna. Mesta, na katerih se pojavijo prekrivanja, lahko torej odkrivamo s povišano amplitudo

indeksa aktivnosti, ki je bil izrǎcunan s SVR.

5.5.1 Umetni površinski EMG

Umetni površinski EMG so bili tvorjeni na način, opisan v podpoglavju (5.1.2). Spreminjali smo

dva parametra, in sicer število ME v korakih 5, 10, 15, 20 in 25ter SNR 5 ali 20 dB. Skupno je

bilo tako izvedenih 10 simulacijskih tekov. Preverjali smoštevilo vlakov impulzov, ki jih lahko

zaznamo z orodjem DEMUSE [50],če uporabimo statistike različnih redov s Tihonovo regula-

rizacijo [101] ali brez nje. Rezultati so zbrani v tabeli 5.14. Kljub temu, da smo rekonstruirane

vlake preverili in izlǒcili podvojitve, se pri 5 aktivnih izvorih izkaže, da s statistikami 3. reda z

regularizacijo zaznamo 6 vlakov, s statistikami 4. reda pa 7. Z uporabo SVR torej zaznamo več

vlakov, kot je originalnih izvorov. S tem smo potrdili domnevo, da se pri uporabi SVR zaradi

prekrivanj v delovanju izvorov pojavljajo novi izvori, kotsmo pokazali v podpoglavju 4.4. V

primerih, ko je aktivnih věc kot 5 izvorov, ne glede na red uporabljene statistike zaznamo manj

izvorov kot jih je prisotnih v signalih. Poleg originalnegapristopa s statistikami 2. reda se za

najbolj stabilne izkažejo statistike 4. reda brez regularizacije, sledijo statistike 4. reda z regulari-

zacijo, 3. reda brez regularizacije in 3. reda z regularizacijo. Iz teh rezultatov sledi, da Tihonova

regularizacija ne prispeva k zaznavi večjega števila izvorov.

Z istimi signali smo preizkusili tudi vpliv izbire zǎcetne tǒcke na rekonstrukcijo vlakov im-

pulzov. Zǎcetne tǒcke smo izbrali glede na razliko med indeksoma aktivnosti 2.in 4. reda. Kot

je razvidno s slike 5.15, prihaja med indeksoma do različnih odstopanj. Glede na razlike v am-

plitudah indeksov smo izbirali trenutke, kjer se indeksa zelo, srednje ali malo razlikujeta, in jih

razdelili v tri razlǐcne množiceA, B in C. V množiciA so trenutki, kjer je razlika med inde-
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Tabela 5.14: Število zaznanih vlakov impulzov v umetnih površinskih EMG z orodjem DE-
MUSE pri uporabi statistik različnih redov. V prvem stolpcu je število ustvarjenih vlakov, v
drugem SNR, v naslednjih stolpcih pa si zaporedno sledijo število vlakov impulzov, zaznanih
z uporabo statistik 2. reda, 3. reda brez regularizacije, 3.reda s Tihonovo regularizacijo, 4.
reda brez regularizacije in 4. reda s Tihonovo regularizacijo. V zadnji vrstici sta povprěcje in
standardni odklon zaznanega števila izvorov pri posameznistatistiki.

Št. izvorov SNR (dB) 2. red 3. red 3. red z reg. 4. red 4. red z reg.
5 20 4 4 6 7 7
5 5 5 3 2 2 4
10 20 5 6 7 4 4
10 5 5 6 5 6 2
15 20 7 1 1 7 7
15 5 9 8 3 7 4
20 20 7 1 1 7 7
20 5 7 3 2 7 3
25 20 8 2 2 9 4
25 5 7 1 3 5 2

povp.± std. odklon 6,4± 1,6 3,5± 2,5 3,2± 2,1 6,1± 2,0 4,4± 1,9
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Slika 5.15: Primerjava indeksov aktivnosti, računanih s statistikami 2. reda (poudarjenačrta) in
statistikami 4. reda (tankǎcrta). Na abscisi jěcas, na ordinati pa amplituda indeksa aktivnosti
v poljubnih enotah. Razvidno je, da statistike 4. reda izničijo gaussovski šum, dodan umetno
tvorjenim signalom, in poudarijo mesta aktivnosti izvorov.
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ksoma velika, v množiciB so trenutki, kjer je razlika srednja, in v množiciC so trenutki, kjer se

indeksa zelo malo razlikujeta. Razpon amplitudnih vrednosti za te tri razrede smo določili grede

na maksimalno vrednost indeksa aktivnosti pri 4. redu:max(IA,4). Če je razlika amplitud za 2.

in 4. red indeksa aktivnosti med 0 in tretjino maksimumamax(IA,4), uvrš̌camo izbrane trenutke

v razredC, med tretjino in dvema tretjinama maksimuma v razredB in nad dvema tretjinama v

razredA. Enako delitev smo uporabili za vse signale, tako umetne kottudi realne.

Izbiro točk za vse tri množice smo naredili samodejno po naslednjem postopku. Najprej smo

izbrali lokalne maksimume v vsakem od treh pasov s pomočjo prvega odvoda, nato smo se od

vsakega izbranega maksimuma vračali v času do prvega lokalnega minimuma. Za začetno tǒcko

dekompozicije je bil izbran trenutek, ki je od najdenega lokalnega minimuma premaknjen včasu

za razširitveni faktor naprej. V vsako množico smo izbrali 10 točk, oznǎcili smo tudi, koli-

kšen delež vseh točk na danem obmǒcju to predstavlja. Želeli smo preizkusiti, ali izbira začetnih

trenutkov vpliva na število rekonstruiranih vlakov impulzov. Z vsakim izbranim zǎcetnim trenut-

kom posebej smo pognali orodje DEMUSE in preverjali številorekonstruiranih vlakov impulzov,

kot je prikazano v tabeli 5.15. Zaznanih vlakov v prvem poskusu nismo dodatno preverjali, da

bi ugotavljali njihove podobnosti ali anomalije. V povprečju je bilo najvěc vlakov zaznanih pri

zǎcetnih trenutkih iz množiceC, sledili sta množiciB in A. To potrjuje našo domnevo, da je

najboljša izbira zǎcetnih tǒck na mestih, kjer je mogǒce zaznati najmanjšo aktivnost izvorov, kar

vodi k sklepu, da je tam aktiven en sam izvor. Takšna mesta lahko zaznamo s primerjavo ampli-

tud indeksov 2. in 4. reda, ki sta pri popolni kompenzaciji natakih mestih enaka. Samo iz indeksa

aktivnosti, izrǎcunanega, recimo, s statistikami 2. reda, je takšna mesta nemogǒce dolǒciti.

Nadalje smo za vse rekonstruirane vlake tudi preverili, alivsebujejo impulz na mestu, izbra-

nem za zǎcetno tǒcko v dekompoziciji, prǐcemer smo dovoljevali odstopanje najbližjega impulza

od tega mesta v obe smeri za razširitveni faktorK. Dekompozicija z orodjem DEMUSE namreč

poteka tako, da se lahko začetna tǒcka, ki dolǒca izbiro nekega vlaka impulzov, zamenja z drugo

točko, ki opredeljuje pravilnejši vlak impulzov.̌Ce rekonstruirani vlak ni vseboval impulza na

želenem mestu, smo ga zato izločili, ker je postopek sam odredil drugo začetno tǒcko in ni izhajal

iz tiste, ki smo mu jo dolǒcili, sicer pa smo ga šteli za pravega.Če upoštevamo samo tako opre-

deljene prave rekonstruirane vlake, njihovo število prikazuje tabela 5.16, ki predstavlja selekcijo

vlakov iz 5.15. Najvěc pravilnih vlakov je bilo zaznanih z začetnimi tǒckami iz množiceC, sledi

množicaB, medtem ko se je število zaznanih vlakov s trenutki iz množiceA močno poslabšalo,

kar nakazuje na to, da vlaki, zaznani s trenutki iz množiceA, niso bili tisti, ki bi jih naj dolǒcalo

izbrano zǎcetno mesto.

Pri izbiri zǎcetnih trenutkov se lahko zgodi tudi, da večkrat izberemo impulz istega vlaka, saj

iz indeksa aktivnosti to ni razvidno. Tako se lahko zgodi, dase med vlaki, ki so predstavljeni v

tabelah 5.15 in 5.16, pojavijo tudi podvojitve. Podvojene rekonstruirane vlake smo zato izločili,
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Tabela 5.15: Zaznava vlakov impulzov glede na tri množice začetnih trenutkov v umetnih po-
vršinskih EMG. V vsaki množici je 10 tǒck, in sicer množicaA oznǎcuje tǒcke, kjer nastopi
velika razlika med indeksom aktivnosti 2. in 4. reda, v množici B je razlika srednja, v množiciC
pa majhna. Zadnji trije stolpci predstavljajo, kolikšen delež vseh tǒck na danem obmǒcju pred-
stavlja 10 izbranih tǒck v vsaki množici. Rezultati v tej tabeli ustrezajo številudekomponiranih
vlakov, za katere nismo preverjali, ali se morda večkrat ponavljajo in ali vsebujejo impulz tudi
na izbranem zǎcetnem mestu. Zadnja vrstica podaja povprečje in standardi odklon za število
zaznanih vlakov za vsako množico začetnih tǒck posebej.

Št. rekonstruiranih vlakov za Delež tǒck v
Št. SNR točke iz množice A B C

izvorov (dB) A B C (%) (%) (%)
5 20 9 8 9 67 14 6
5 5 7 8 10 43 9 6
10 20 7 9 7 63 11 4
10 5 5 9 10 50 7 5
15 20 6 5 8 77 10 3
15 5 2 5 5 93 11 2
20 20 4 6 6 82 8 3
20 5 5 7 6 98 6 2
25 20 9 10 9 67 10 3
25 5 6 7 8 98 6 2

pov.± std. odklon 6,0± 2,2 7,4± 1,7 7,7± 1,8

rezultati pa so navedeni v tabeli 5.17. Ta tabela torej predstavlja število unikatnih rekonstruiranih

vlakov, ki vsebujejo impulz na mestu izbrane začetne tǒcke (± razširitveni faktor). Razlika

med ustreznostjo izbranih začetnih tǒck, kakor jih opredeljujejo množiceA, B in C, je sedaj še

očitnejša.
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Tabela 5.16: Zaznava števila izvorov glede na začetne trenutke iz razredovA, B, in C v umetnih
površinskih EMG. V vsaki množici je 10 točk, in sicer množicaA oznǎcuje tǒcke, kjer nastopi
velika razlika med indeksoma aktivnosti 2. in 4. reda, v množici B je razlika srednja, v množici
C pa majhna. V tej tabeli smo dodatno preverjali, ali rekonstruirani vlak vsebuje impulz na mestu
izbrane zǎcetne tǒcke (dovolili smo absolutni odmik za razširitveni faktorK).

Št. rekonstruiranih vlakov
Št. izvorov SNR za tǒcke iz množice

(dB) A B C
5 20 2 4 5
5 5 5 6 7
10 20 5 4 7
10 5 2 3 5
15 20 4 4 5
15 5 2 4 3
20 20 4 6 5
20 5 5 7 6
25 20 4 7 7
25 5 3 5 3

povp.± std. odklon 3,6± 1,3 5,0± 1,4 5,3± 1,5

Tabela 5.17: Zaznava števila izvorov po množicah začetnih trenutkov v umetnih površinskih
EMG. V vsaki množici je 10 tǒck, in sicer množicaA oznǎcuje tǒcke, kjer nastopi velika razlika
med indeksoma aktivnosti 2. in 4. reda, v množiciB je razlika srednja, v množiciC pa majhna.
Za rezultate v tej tabeli smo dodatno preverjali, koliko razli čnih vlakov je bilo razpoznanih po
obdelavi vseh 10 zǎcetnih tǒck, sčimer smo opravili še dodatno selekcijo vlakov iz tabele 5.16.

Št. rekonstruiranih vlakov
Št. izvorov SNR za tǒcke iz množice

(dB) A B C
5 20 2 3 4
5 5 2 4 5
10 20 3 1 4
10 5 0 1 3
15 20 2 3 4
15 5 0 1 2
20 20 1 1 2
20 5 2 3 4
25 20 1 6 6
25 5 1 4 2

povp.± std. odklon 1,4± 1,0 2,7± 1,7 3,6± 1,4
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5.5.2 Realni površinski EMG

Enake poskuse in v istem zaporedju, kot smo jih naredili z umetnimi površinskimi EMG, smo

izvedli še z realnimi EMG. Uporabili smo signale, opisane v podpoglavju 5.3. Izbrali smo 5 oseb,

pri vsaki osebi pa 2 skrčitvi, in sicer z 10 % MVC in 15 % MVC. Najprej smo preizkusili razliko

med statistikami različnih redov z regularizacijo in brez nje. Rezultati so zbraniv tabeli 5.18.

Tudi pri realnih signalih se je izkazalo, da statistikam 2. reda po uspešnosti sledijo statistike 4.

reda brez regularizacije in 3. reda brez regularizacije. Regularizacija v primeru realnih signalov

se je izkazala za zelo slabo, saj je bila z njeno uporabo povprečno zaznana samo 1 ME.

Tabela 5.18: Število zaznanih ME v realnih površinskih EMG zorodjem DEMUSE pri uporabi
statistik razlǐcnih redov. V prvem stolpcu so navedene osebe, v drugem sila mišične skřcitve, v
naslednjih stolpcih pa si zaporedno sledijo število ME, zaznanih z uporabo statistik 2. reda, 3.
reda brez regularizacije, 3. reda s Tihonovo regularizacijo, 4. reda brez regularizacije in 4. reda
s Tihonovo regularizacijo. V zadnji vrstici sta povprečje in standardni odklon zaznanega števila
izvorov pri posamezni statistiki.

Oseba Sila (% MVC) 2. red 3. red 3. red z reg. 4. red 4. red z reg.
1 10 10 2 1 6 1
1 15 11 6 2 6 1
2 10 9 4 1 6 1
2 15 8 6 1 7 1
3 10 9 5 1 4 1
3 15 12 2 1 4 1
4 10 9 3 1 6 1
4 15 10 1 1 5 1
5 10 9 4 1 6 1
5 15 10 5 1 4 1

povp.± std. odklon 9,7± 1,2 3,8± 1,8 1,1± 0,3 5,4± 1,7 1 ± 0

Slika 5.16 prikazuje najmǒcnejša (po amplitudi) rekonstruirana vlaka impulzov,če opravimo

dekompozicijo s statistikami 2. in 4. reda. Razvidno je, da je vlak, rekonstruiran s statistikami

4. reda, uspel zaznati večino impulzov na mestih, kjer so bili rekonstruirani tudi s statistikami

2. reda.

Tudi pri realnih signalih smo preverjali, kako vpliva na dekompozicijo izbor zǎcetne tǒcke.

Primerjava zaznanega števila ME pri različnih množicah zǎcetnih tǒck je prikazana v tabelah

5.19, 5.20 in 5.21. V tabeli 5.19 je število zaznanih vlakov impulzov, ne da bi preverjali pravilno

umestitev impulza v izbranem trenutku in ne glede na podvajanje rekonstruiranih vlakov. Re-

zultati so pri vseh treh množicah podobni, in sicer skoraj v vsakem izbranem začetnem trenutku
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Čas (s)

A
m

p
lit

u
d

a
re

ko
n

st
ru

ira
n

eg
a

vl
ak

a
(p

.
e.

)

0, 5 1 1, 5 2 2, 5 3 3, 5 4 4, 5
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

Slika 5.16: Primer vlakov impulzov, dekomponiranih z uporabo statistik 2. (̌crtkano s praznimi
krožci) in 4. reda (polnǎcrta s polnimi krožci). Na abscisi jěcas, na ordinati pa amplituda
dekomponiranih vlakov impulzov v poljubnih enotah.

uspemo rekonstruirati ustrezen vlak impulzov. V tabeli 5.20 so izlǒceni tisti vlaki, ki ne vsebu-

jejo impulza na mestu izbrane začetne tǒcke. Izlǒcenih je bilo le malo število vlakov, rezultati,

dobljeni za tri množice zǎcetnih tǒck, se ne razlikujejo veliko. Ko pa izločimo še ponovitve re-

konstruiranih vlakov (tabela 5.21), dobimo najboljše rezultate za množicoC, tako kot pri umetnih

površinskih EMG.
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Tabela 5.19: Zaznava vlakov impulzov po množicah začetnih trenutkov v realnih površinskih
EMG. V vsaki množici je 10 tǒck, in sicer množicaA oznǎcuje tǒcke, kjer nastopi velika razlika
med indeksom aktivnosti 2. in 4. reda, v množiciB je razlika srednja, v množiciC pa majhna. V
tej tabeli nismo preverjali, ali rekonstruiran vlak vsebuje izbrani impulz. Zadnja vrstica podaja
povprěcje in standardni odklon števila zaznanih vlakov za vsako množico zǎcetnih tǒck posebej.

Št. rekonstruiranih vlakov za Delež tǒck v
Oseba Sila točke iz množice A B C

(% MVC) A B C (%) (%) (%)
1 10 10 10 10 42 5 1

15 8 10 9 67 9 2
2 10 10 10 10 45 8 2

15 10 10 10 53 4 1
3 10 10 10 10 91 8 2

15 10 10 10 50 6 2
4 10 10 10 10 77 7 1

15 9 9 8 91 8 1
5 10 7 5 8 98 14 2

15 10 10 10 72 6 2

povp.± std. odklon 9,4± 1,1 9,4± 1,6 9,5±0,8

Tabela 5.20: Zaznava vlakov impulzov glede na začetne trenutke iz razredovA,B, in C v realnih
površinskih EMG. V vsaki množici je 10 točk, in sicer množicaA oznǎcuje tǒcke, kjer nastopi
velika razlika med indeksoma aktivnosti 2. in 4. reda, v množici B je razlika srednja, v množici
C pa majhna. Rezultate v tej tabeli smo dobili tako, da smo dodatno preverjali, ali rekonstruiran
vlak vsebuje impulz na mestu izbrane začetne tǒcke (dovolili smo absolutni odmik zaK).

Št. rekonstruiranih vlakov
Oseba Sila za tǒcke iz množice

(% MVC) A B C
1 10 9 9 10

15 7 8 7
2 10 10 9 9

15 10 9 8
3 10 8 10 10

15 9 9 10
4 10 10 10 10

15 8 8 8
5 10 5 3 7

15 7 9 10

povp.± std. odklon 8,3± 1,6 8,4± 2,0 8,9± 1,3

78



Tabela 5.21: Zaznava vlakov impulzov po množicah začetnih trenutkov v realnih površinskih
EMG. V vsaki množici je 10 tǒck, in sicer množicaA oznǎcuje tǒcke, kjer nastopi velika razlika
med indeksom aktivnosti 2. in 4. reda, v množiciB je razlika srednja, v množiciC pa majhna.
Rezultate v tej tabeli smo dobili tako, da smo dodatno preverjali, koliko različnih vlakov je bilo
razpoznanih po obdelavi vseh 10 začetnih tǒck za vsako od treh množic, kar pomeni še dodatno
selekcijo vlakov iz tabele 5.20.

Št. rekonstruiranih vlakov
Oseba Sila za tǒcke iz množice

(% MVC) A B C
1 10 4 3 5

15 2 4 3
2 10 3 2 4

15 2 2 5
3 10 2 3 3

15 3 4 4
4 10 2 1 2

15 2 3 4
5 10 3 2 4

15 4 4 5

povp.± std. odklon 2,7± 0,8 2,7± 1,1 3,9± 1,0
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5.6 Ocena mišǐcne sile iz površinskega EMG s pomǒcjo inde-

ksa aktivnosti

Pomemben parameter pri preučevanem površinskem EMG predstavlja globalno število proženj

vseh ME, ki opredeljuje električno aktivnost opazovane mišice, z dosedaj znanimi metodamipa

ga je težko oceniti [60, 61, 109]. Za rešitev tega problema selahko uporabi indeks aktivnosti, saj

izraža prav globalno število proženj ME. Poleg navedenega lahko iz indeksa aktivnosti izdvojimo

tudi informacijo o stopnji mišǐcne kontrakcije [90], saj je le-ta odvisna od števila aktiviranih

ME in njihovih frekvenc proženja [53, 54, 55, 110]. Poleg ocenjevanja mišǐcne sile bi z dovolj

nataňcno oceno števila ME, ki prispevajo k posnetemu površinskemu EMG, lahko sklepali tudi

o prisotnosti živ̌cnih ali mišǐcnih obolenj, saj se število aktivnih ME v opazovani mišici tudi

pri konstantni mišǐcni skřcitvi s časom spreminja in je pomemben pokazatelj živčno-mišǐcnih

obolenj [32].

Postopki za ocenjevanje mišične sile iz površinskih EMG se uporabljajo že daljčasa. Na

zǎcetku so mišǐcno silo ocenjevali samo iz enokanalnega površinskega EMG [23], kasneje so

oceno razširili še na večkanalne meritve [21, 24], uporabljati pa so se začele tudi druge metode,

kot so analiza glavnih komponent [94], analiza neodvisnih komponent [94, 95, 96], Bayesovo

filtriranje [90], věckanalno beljenje meritev [22], filtriranje z visokoprepustnimi siti [88], valčna

transformacija [60, 61] itd.

Klasična metoda za ocenjevanje mišične sile, ki služi za primerjavo, temelji na amplitudi

površinskega EMG [23]. Izkoriš̌ceno je dejstvo, da je amplituda površinskega EMG korelirana

s silo, ki jo proizvede opazovana mišica. Ker želimo v tem poglavju zgolj prikazati potencialno

uporabo indeksa aktivnosti, se bomo omejili na dve metodi. Primerjali bomo našo metodo z

indeksom aktivnosti in metodo z amplitudo površinskega EMG[23].

Pri ocenjevanju sile iz površinskega EMG je potrebna posebna pozornost, saj k proizvedeni

sili prispeva věc mišic. Razlǐcni sklepi so pod vplivom različnega števila mišic agonistov in

antagonistov, in ker je za nekatere od teh mišic nemogoče meriti površinski EMG, saj so skrite

za ostalimi mišicami ali pa se nahajajo pregloboko, rezultirajoča sila ob křcenju teh mišic ne

ustreza popolnoma signalom EMG, ki jih lahko izmerimo.Če bi lahko merili površinski EMG

vseh mišic, ki prispevajo k sili, bi lahko ocenjevanje sile predstavili kot kombinacijo prispevkov

različnih mišic k sili, kar bi pověcalo nataňcnost ocenjene sile. Do sedaj je bilo raziskanih že

veliko sklepov, najvěckrat pa komoľcni sklep [21, 90], zapestje [51], koleno [72] in gleženj [14].

Metode za ocenjevanje sile so pomembne tudi v biomehaniki. Tam se ukvarjajo s skeletno-

mišičnimi modeli [14, 18, 60], ki se uporabljajo za oceno in napovedovanje navorov v sklepih in

mišične sile. Vhod v tak skeletno-mišični model predstavljajo površinski EMG, model pa oceni

80



navor v opazovanem sklepu. Oceno izvede v treh korakih. V prvem se iz signalov EMG izlušči

znǎcilnica, ki je proporcialna aktivaciji mišice in ki se spreminja glede na stopnjo mišične skřci-

tve. V věcini primerov se za ta korak uporablja amplituda površinskih EMG [14, 18, 60]. Lahko

pa bi uporabili tudi indeks aktivnosti, saj tudi z njim lahkomerimo stopnjo mišǐcne skřcitve. In-

deks aktivnosti hkrati predstavlja značilnico, ki je že v osnovi izrǎcunana iz věckanalnih meritev,

v nasprotju z amplitudo, ki je definirana na enem kanalu in potrebuje dodatne razširitve, da se

lahko uporabi pri věckanalnih meritvah. V drugem koraku z modelom določimo, kako se aktiva-

cija mišic transformira v mišične sile. Zadnji korak pa temelji na geometriji skeletno-mišičnega

sklopa in preslika mišično silo v navore v sklepih.

Kot smo že omenili, velja amplituda površinskega EMG za standard na podrǒcju ocenjevanja

mišične sile [21]. Amplitudo lahko izrǎcunamo na věc nǎcinov, najvěckrat pa se dolǒca kot

povprěcje absolutne vrednosti signala (average rectified value, ARV) ali kot korenjeno povprěcje

kvadratov (root mean square, RMS). Amplitudo signalax(n), n ∈ [0, d − 1] torej izrǎcunamo

kot:

xarv =
1

d

d−1∑

n=0

|x(n)| ali (5.3)

xrms =

√
√
√
√1

d

d−1∑

n=0

x2(n). (5.4)

Za ocenjevanje sile amplitude ne računamo na celotni dolžini meritevd, ampak samo v oknu

določene dolžine, s katerim se pomikamo preko meritev. Na tak način dobimočasovno zaporedje

s slike 5.18. S poskusi smo ugotovili, da tudi indeks aktivnosti (3.1) posnema potek mišične sile

in smo ga zato primerjali z amplitudo pri realnih površinskih EMG.

Iz izmerjenih signalov ocenimo sile na naslednji način: najprej v oknu dolžine 250 ms izra-

čunamo amplitudo s kvadratnim povprečjem (5.4) in indeks aktivnosti (3.1). Okno pomikamo za

en vzorec, razširitveni faktor za izračun indeksa aktivnosti pa je 10. Izmerjeno in ocenjeno silo

filtriramo z nizkoprepustnim sitom z lomno frekvenco 10 Hz inju normaliziramo glede na njuno

maksimalno vrednost. Napako pri oceni sile izračunamo kot povprěcno kvadratno napako (root

mean square error, RMSE):

RMSE (%) =

√
∑d−1

n=0(Fm(n)− Fo(n))2
∑d−1

n=0 F
2
m(n)

· 100, (5.5)

kjer jeFm vektor, ki predstavlja merjeno silo,Fo vektor ocenjene sile,d pa dolžina obeh signalov.
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Napake pri oceni mišične sile z indeksom aktivnosti in z amplitudo površinskega EMG za

vsako skřcitev in vsako osebo eksperimentalnega protokola, ki je opisan v podpoglavju 5.3, so

prikazane na sliki 5.17. Skupno je bilo izvedenih 45 skrčitev (5 oseb po 9 skrčitev). Tabela 5.22

predstavlja povprěcno napako in standardni odklon za vsako metodo pri vseh 45 skrčitvah.

Tabela 5.22: Povprečna napaka pri ocenjevanju sile z indeksom aktivnosti in amplitudo površin-
skega EMG.

Metoda Pov. napaka± odklon (%)
amplituda 19,3± 6,4

indeks aktivnosti 22,9± 12,3
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Slika 5.17: Napake pri oceni mišične sile z indeksom aktivnosti (leva podslika) in amplitudo
površinskega EMG (desna podslika) za vsako skrčitev in vsako osebo. Skupno je bilo izvedenih
45 skřcitev (5 oseb po 9 skrčitev). Vsak simbol predstavlja osebo, tip skrčitve je oznǎcen na
abscisi. V primeru spremenljivih skrčitev so bili izvedeni trije poskusi.

Na slikah 5.18 in 5.19 so predstavljeni šečasovni poteki merjene in ocenjene sile. Iz rezulta-

tov je razvidno, da indeks aktivnosti sledi mišični sili. Dosega sicer slabše rezultate kot metoda

z amplitudo, vendar je v tem primeru šlo le za začetno študijo. Indeksa aktivnosti tudi nismo

poskušali prilagoditi posebnostim, ki so povezane z ocenjevanjem mišǐcne sile iz površinskih

EMG.
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Slika 5.18: Primerjava dveh metod za oceno mišične sile: indeksa aktivnosti (levo) in ampli-
tude površinskega EMG (desno), pri konstantni mišični skřcitvi pri 30 % MVC. S polnočrto je
oznǎcena merjena sila, šcrtkano pa obe primerjani metodi. Indeks aktivnosti in amplituda po-
vršinskega EMG sta bila izračunana kot povprěcji vrednosti v premikajǒcem se oknu z dolžino
250 ms.
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Slika 5.19: Primerjava dveh metod za oceno mišične sile: indeksa aktivnosti (levo) in amplitude
površinskega EMG (desno), pri naraščajǒci oziroma padajǒci mišični skřcitvi. S polnočrto je
oznǎcena merjena sila, šcrtkano pa obe primerjani metodi.
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Poglavje 6

Razprava in sklepi

Doktorsko raziskavo smo usmerili v podrobno analizo lastnosti in uporabnosti indeksa aktivnosti,

ki sicer služi kot osnova za dekompozicijo sestavljenih signalov z metodo CKC. Indeks aktivnosti

sledi delovanju izvorov in je pri tem optimalen glede na Mahalanobisovo razdaljo. To pomeni,

da je odporen na šum,čeprav smo s poskusi pokazali, da problem robustnosti kljubtemu ostaja

perěc, če postane energija šuma primerljiva z energijo signala.

Če imamo opravka z redkimi impulznimi izvori, je mogoče za indeks aktivnosti teoretično

pričakovati preprostejšo obliko, ki neposredno kaže vpliv lastnosti izvornih signalov in dodanega

šuma. Zato smo se lotili modeliranja indeksa aktivnosti, tako da bi statistǐcno ugotovili, kakšna je

njegova uporabnost in katere modelne parametre lahko neposredno dovolj zanesljivo povežemo

s parametri realnih procesov.

Parametre indeksa aktivnosti smo izbrali na osnovi sistemskega modela MIMO, ki je znǎcilen

za meritve sestavljenih signalov. Iz indeksa aktivnosti smo želeli izluš̌citi informacije, koristne

za analizo bioelektričnih signalov, kot so na primer elektromiogrami. Model indeksa aktivnosti

smo uporabili za oceno indeksovega povprečja in variance. Slednja se je izkazala kot koristen vir

informacij pri ocenjevanju lastnosti izvorov, in sicer priugotavljanju dolžine njihovih odzivov in

ocenjevanju njihovega števila. V nadaljevanju razpravljamo o dognanjih, do katerih smo prišli

pri snovanju teh modelov in pri njihovi uporabi v poskusih z umetnimi in realnimi sestavljenimi

signali.

Omenjeni modeli temeljijo na indeksu aktivnosti, ki ga računamo s pomǒcjo korelacijske

matrike, torej s statistikami 2. reda. Teoretično ni ovir za rǎcunanje indeksa aktivnosti s statisti-

kami višjih redov. Glede na dokazano robustnost statistik višjih redov smo celo domnevali, da

bodo indeksi, izrǎcunani s temi statistikami, robustnejši in da bodo ponujalidodatne informacije

o lastnosti opazovanih signalov. Zato smo eksperimentirali z indeksi aktivnosti, ki smo jih rǎcu-

nali z momenti 3. in 4. reda. O rezultatih smo govorili že v poglavju 5, tukaj pa v nadaljevanju
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razmišljamo o razširitvah, ki bi lahko odprle nove možnostiza obravnavo sestavljenih signalov.

Model matematičnega upanja za prispevke izvorov v indeksu aktivnosti

Če opazujemo zgolj prispevke izvorov v brezšumnem indeksu aktivnosti, je matematično upanje

indeksa aktivnosti proporcionalno številu aktivnih izvorov, kot smo pokazali v (3.20). Matema-

tično upanje smo ocenjevali kot vzorčno povprěcje. Izkaže se, da je povprečje indeksa aktivnosti

enako stolp̌cnemu rangu korelacijske matrike meritev. Ta je v brezšumnih razmerah proporcio-

nalen številu izvorov. Šum seveda korenito spremeni to idealno sliko, saj korelacijska matrika

meritev nima věc ranga, proporcionalnega številu izvorov, ampak dobi polnstolp̌cni rang prak-

tično neodvisno od svoje velikosti. Število meritev bi moralizelo pověcati, da bi rang ne dosegal

več dimenzije matrike. Takšno povečanje sicer lahko dosežemo tudi z razširjanjem manjšega

števila originalnih meritev, a nam pri ugotavljanju števila izvorov prav nǐc ne koristi. Čeprav

postane model naddoločen, pa je njegov rang odvisen tudi ali predvsem od šuma. Pokazali smo,

da je v povprěcju indeksa aktivnosti vpliv izvorov zastopan le okoli 20-odstotno, kar onemogoči

ocenjevanje števila izvorov po tej poti.

Z modeliranjem povprěcja v indeksu aktivnosti pa smo prišli do zanimive ugotovitve. Pov-

prěcje je za dano število opazovanj oziroma meritev pri istih izvorih konstantno in neodvisno

od SNR. Še věc: če spreminjamo število izvorov ali njihove lastnosti, se prispevek izvorov k

povprěcju za indeks aktivnosti seveda spreminja. Kljub temu ostaja skupno povprěcje indeksa

nespremenjeno, kar pomeni, da se mora v tem primeru zaradi spremenjenih izvorov spremeniti

povprěcje šumnega prispevka,čeprav je šum v meritvah lahko ostal nespremenjen. Na ta način

smo dobili potrditev dejstva, da se šum iz signalov transformira v indeks aktivnosti prek inverzne

matrike, ki združuje odzive vseh izvorov.̌Ce se torej ti spreminjajo, se z njimi spreminja tudi

prispevek šuma v indeksu aktivnosti.

Model variance za indeks aktivnosti

Izpeljali smo ga iz obrazca za varianco vsote več signalov, prǐcemer smo obravnavali samostojno

prispevke vseh izvorov, kot dodatni signal pa smo jemali tudi aditivni šum v meritvah. Model

upošteva variance vseh posameznih signalnih prispevkov intudi kovariance med temi prispevki.

S poskusi, v katerih smo računali varianco indeksa aktivnosti neposredno in potem še zrazvitim

modelom (enǎcba (3.43)), smo potrdili, da je model zelo reprezentativen(tabela 5.3). Pokazalo

se je tudi, da je odvisen od parametrov, ki so zanimivi pri analizi sestavljeni signalov. Med

njimi so najpomembnejše dolžine sistemskih odzivov za posamezne signalne izvore in število

teh izvorov.
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Če rǎcunamo varianco indeksa aktivnosti pri različnih razširitvenih faktorjihK, lahko iz

razvitega variaňcnega modela nastavimo sistem enačb, ki vsebuje neznane modelne oziroma

realne parametre. Pokazalo se je, da obstaja med varianco indeksa aktivnosti in razširitvenim

faktorjem kvadratna relacija. To pomeni, da lahko v odvisnosti odK zapišemo le tri neodvisne

enǎcbe. Ker imamo vsaj 6 neznanih parametrov, sistem ni enolično rešljiv.

Med poskusi smo opazili, da se nekaj modelnih parametrov obnaša bolj predvidljivo od osta-

lih in predvsem, da sploh niso ali niso zelo odvisni od razširitvenega faktorjaK. To dejstvo smo

poskušali izkoristiti tako, da smo variančni model za indeks aktivnosti aproksimirali z zamenjavo

tistih členov, ki smo jih lahko združili v nove modelne parametre, manj odvisne odK.

Aproksimacija modela variance za indeks aktivnosti

Aproksimacija temelji na zamenjavi nekaterihčlenov v variaňcnem modelu za indeks aktivnosti

z novimi modelnimi parametri. Gre za štiričlene, ki so v izrǎcunu vzořcne variance povezani z

vsoto kvadriranih signalnih vzorcev oziroma prečnih produktov istoležnih vzorcev v dveh signa-

lih. Zanje smo definirali nove modelne parametre tako, da so dodatno normirani in s tem̌cim bolj

neodvisni od razširitvenega faktorjaK. Še vedno smo ostali pri 6 neznankah in 3 enačbah, a štiri

od teh neznank so sedaj modelni parametri, ki so odK le malo odvisni in so njihova definicijska

obmǒcja na relativno ozkih intervalih. Zato smo domnevali, da lahko z obširnimi simulacijami,

v katerih bi nakljǔcno spreminjali lastnosti izvorov in dodanega šuma, določimo razpone model-

nih parametrov.Če nato v realni situaciji želimo izračunati, recimo, število izvorov in dolžine

njihovih odzivov, se lahko zatečemo k trem modelnim enačbam, izhajajǒcim iz treh razlǐcnih

K, ter hkrati fiksiramo modelne parametre, ki odK niso odvisni. Poskusi so pokazali, da na ta

nǎcin sicer zelo zožimo iskalni prostor, a obenem vzpostavimohiperbolǐcni odnos med številom

izvorov in njihovimi dolžinami. Sěcišča hiperbol dajo rešitve sistema enačb. V poskusih se je

izkazalo, da so ta sečišča praviloma na odsekih, kjer je strmina hiperbol zelo majhna. Zaradi tega

že minimalna napaka v položaju ali naklonu ene od hiperbol lahko drastǐcno premakne sečišče,

kar ima za posledico zelo nestabilno delovanje ocenitvene metode in velike ocenitvene napake

pri številu izvorov in njihovih dolžinah.

Model avtokovariančnega zaporedja indeksa aktivnosti

Pri študiju variaňcnih modelov pa smo za indeks aktivnosti opazili zanimive soodvisnosti v nje-

govem avtokovariaňcnem zaporedju. Kakor smo pokazali z modelom v podpoglavju 3.3.2, je

prvi minimum v tem zaporedju neposredno povezan z dolžino sistemskih odzivov pri izvorih.

Model jasno kaže to odvisnost za avtokovariančno zaporedje izvornih signalov in za kovari-

aňcno zaporedje izvornih signalov in šuma. Hkrati smo s poskusi potrdili, da avtokovariaňcno
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zaporedje šuma izzveni celo prej, in sicer pri odmikuK. To dejstvo smo razložili v podpoglavjih

3.3.2 in 5.2. Nekoliko nedefinirana ostajajo le kovariančna zaporedja, izračunana za pare izvorov.

Vendar pa so ta odvisna od količine prekrivajǒcih se vzorcev v parih izvorov in se ne spreminjajo

bistveno med bližnjimi koeficienti kovariančnega zaporedja.̌Ce privzamemo, da je prekrivanj

med izvori bistveno manj, kot so dolžine njihovih odzivov, so prispevki kovariaňcnega zaporedja

izvorov bistveno nižji od prispevkov avtokovariančnega zaporedja izvorov, zato ne vplivajo na

premik minimuma v avtokovariančnem zaporedju za celotni indeks aktivnosti. To pomeni, da

lahko to tǒcko jemljemo kot stabilno in zanesljivo cenilko za dolžino izvornih odzivov, kar smo

potrdili tudi z rezultati poskusov na umetnih in realnih signalnih mešanicah.

Indeks aktivnosti, definiran s statistikami višjih redov

Preliminarne analize indeksa aktivnosti, ki ga računamo s statistikami višjih redov, so opozorile

predvsem na problem umetnih izvorov, ki se ustvarjajo pri takšnem rǎcunanju in smo ga obrav-

navali v podpoglavju 4.4. Umetni izvori namreč poslabšujejo dolǒcenost sistema pri izračunu

indeksa aktivnosti. Sicer je mogoče dolǒcenost izboljšati z razširjanjem meritev, a pri velikem

številu izvorov in velikih dolžinah njihovih sistemskih odzivov se število umetnih izvorov toliko

pověca, da realni razširitveni faktorjiK do vrednosti, ki ne presega dolžine sistemskih odzivov,

ne pripomorejo veliko. Poleg tega velikosti matrik, ki jih je treba invertirati pri izrǎcunu indeksa

aktivnosti narastejo tako zelo, da operacija na računalnikih z današnjimi zmogljivostmi ni več

izvedljiva.

Na podlagi poskusov z umetnimi in realnimi površinskimi EMG, ki smo jih opisali v pod-

poglavju 5.5, smo ugotovili, da dekompozicija CKC, nadgrajena s SVR, ne uspe rekonstruirati

večjega števila vlakov impulzov kot CKC, ki temelji na statistikah 2. reda (tabeli 5.14 in 5.18).

Vendar pa poskusi nakazujejo, da je lahko indeks aktivnosti, izpeljan iz SVR, pri dekompozi-

ciji koristen. S primerjavo indeksov aktivnosti, ki sta računana s statistikami 2. in 4. reda, smo

namrěc ugotovili, da na intervalih, kjer se amplitudi indeksov razlikujeta le malo, ne prihaja do

prekrivanj v delovanju izvorov. To se ujema z našo ugotovitvijo v podpoglavju 4.2, kjer smo za-

pisali, da sta pri brezšumnih signalih, ko med izvori ni prekrivanja, amplitudi indeksa aktivnosti

2. in 4. reda enaki, enako je celo njuno vzorčno povprěcje. V šumnih razmerah o enakosti ne

moremo věc govoriti, toda razlika med amplitudama vseeno ostaja omejena. Nasprotno pa je na

intervalih, kjer prihaja do prekrivanj pri delovanju izvorov, med amplitudama indeksov bistveno

večja razlika. V dolǒcenih primerih se sicer lahko zgodi, da se amplitudi indeksov opazno razli-

kujeta, prekrivanja med izvori pa ni. To se zgodi v primerih,ko kompenzacija izvornih odzivov

v CKC ni popolna. Do nepopolne kompenzacije pa pride zato, ker se pri uporabi SVR pojavijo

dodatni, umetni izvori, ki povzrǒcijo, da postane dekompozicijski sistem poddoločen.

88



Z veliko verjetnostjo torej lahko trdimo, da na intervalih,kjer je razlika amplitud v indeksih

aktivnosti za 2. in 4. red velika, prekrivanje je, kjer je razlika majhna, pa prekrivanja ni. To

dejstvo lahko izkoristimo pri izbiri zǎcetnih trenutkov za dekompozicijo CKC. Metoda je namreč

gradientna, optimizacija pa je odvisna od kvalitete začetnega približka. Idealno je,če v izbranem

zǎcetnem trenutku prekrivanja v delovanju izvorov ni. To domnevo smo potrdili z umetnim in

realnim EMG. Z izbiro zǎcetnih tǒck na intervalih z malo razliko v amplitudi indeksov aktivnosti

2. in 4. reda je dekompozicijska metoda uspela zaznati več vlakov impulzov, koťce smo zǎcetne

točke izbirali na intervalih z veliko razliko (tabeli 5.17 in 5.21).

Ko računamo indekse aktivnosti s pomočjo lihih redov SVR, odstranimo vpliv šuma in s tem

naravno regularizacijo v inverzu matrike koeficientov SVR.To povzrǒci, da je kompenzacija iz-

vornih odzivov pri CKC slabša. Zato indeks aktivnosti, izračunan s statistikami 3. reda izgubi

svojo znǎcilno stopnǐcasto obliko. To pomanjkljivost smo želeli nadomestili s Tihonovo regula-

rizacijo, ki je indeks aktivnosti 3. reda sicer vizualno izboljšala, pri dekompoziciji pa ni prinesla

želenih rezultatov (stolpca 5 in 7 v tabelah 5.14 in 5.18). Domnevamo, da se to zgodi zato, ker

s Tihonovo regularizacijo spreminjamo samo diagonalne elemente korelacijske matrike in zato

poslabšamo kompenzacijo sistemskih odzivov.

Časovna zahtevnost izrǎcuna indeksa aktivnosti in metod za oceno števila izvorov indolžin

sistemskih odzivov

Časovna zahtevnost metode je pogojena z izračunom korelacijske matrike in njenega inverza,

saj sta ta dva koraka najzahtevnejša.Časovna zahtevnost za izračun korelacijske matrike je

O(dM2(K + 1)2), kjer jeM število meritev,K razširitveni faktor ind dolžina meritev. Inverz

matrike pa imǎcasovno zahtevnostO(M3(K + 1)3), korelacijska matrika je namreč velikosti

M(K + 1)×M(K + 1), izračun indeksa aktivnosti vnese še dodatnihd2M2(K + 1)2 množenj

in njegova skupnǎcasovna zahtevnost tako znašaO(M3(K + 1)3 + (1 + d)dM2(K + 1)2).

Ker d >> M , ima navadno drugǐclen mǒcnejši vpliv in časovno zahtevnost indeksa aktivnosti

lahko ocenimo zO((dMK)2), torej glavno vlogo igra število meritev, njihova dolžina in število

razširitev. Izrǎcun povprěcja pověcačasovno zahtevnost še zad, variance zad, AKZ pa zad2, če

AKZ računamo pri vseh možnih premikih, kar navadno ni smiselno, zato je ta ocena pregroba.

To pa so tudi najzahtevnejše operacije.

Iz rezultatov, ki smo jih podrobno analizirali v poglavju 5 in iz razprav zgoraj lahko na koncu

sklepamo o ustreznosti in pravilnosti hipotez in teze, ki smo jih postavili na zǎcetku.
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Hipoteza 1:

Model variance za indeks aktivnosti smo definirali z enačbo (3.43). Sestavlja ga več podmodelov

za prispevke izvornih in šumnih signalov. Z obširnimi poskusi smo pokazali, da so razviti modeli

reprezentativni (poglavje 5). Pokazali smo tudi, da lahko iz avtokovariaňcnega zaporedja za

indeks aktivnosti izrǎcunamo dolžine sistemskih odzivov, z njihovo pomočjo pa nato ocenimo

še število izvorov. Poskusi z umetnimi in realnimi signali kažejo, da so postopki robustni in

nataňcni. Z izpeljanim modelom (3.43) smo hkrati pokazali, da je varianca indeksa aktivnosti res

odvisna od kvadrata razširitevK in dolžine odzivovL, kot smo predvidevali, hkrati pa prevladuje

prispevek, ki je linearno odvisen od števila izvorov, ne pa od njihovega kvadrata, kakor smo

domnevali. Kljub temu lahko prvo hipotezo potrdimo.

Hipoteza 2:

Povprěcje odstopanj od idealnega indeksa aktivnosti je neodvisnood razmerja signal-šum v si-

gnalnih meritvah, za katere je računan, in je dolǒceno le s številom izvorov, dolžino njihovih

impulznih odzivov in številom razširjenih meritev. To lastnost indeksa aktivnosti smo izposta-

vili že pri izpeljavi modela za njegovo vzorčno povprěcje (3.28). Potrdili smo jo z analitičnim

dokazom, prav tako pa tudi s simulacijami. Hipoteza je torejv popolnosti potrjena.

Hipoteza 3:

Poskusi so potrdili, da je indeks aktivnosti, ki je računan s statistikami sodih redov, res robustnejši

pri višjih redih (poglavje 5). Manj je ob̌cutljiv na slabša razmerja signal-šum (slika 5.15), nikakor

pa ne na prekrivanja v delovanju izvorov, kakor smo napačno prǐcakovali.

Vpliv Tihonove regularizacije na indeks aktivnosti je težko oceniti, saj za ta namen nimamo

posebnega kriterija. Toda,če sodimo o vplivu regularizacije zgolj po rezultatih dekompozicije,

potem regularizacija ne poveča uporabnosti indeksa aktivnosti pri statistikah lihih redov. Zaradi

navedenih ugotovitev hipotezo zavržemo.

Hipoteza 4:

Prekrivanja v delovanju izvorov se naključno spreminjajo šcasom. Domnevali smo, da bomo s

kombinacijo indeksov, ki bodo računani pri razlǐcnih redih statistik, dobili zanesljiv pokazatelj

za vse vrste izvornih prekrivanj. To se ni zgodilo.Čeprav se věcina prekrivanj pokaže v indeksu

aktivnosti ne glede na red uporabljene statistike pri njegovem rǎcunanju, pa ta pokazatelj v 30 %

prekrivanj, ali celo věc, ni zanesljiv pri nobenem redu statistik. Trdimo lahko le,da so v indeksih
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aktivnosti s SVR mesta prekrivanj izrazito poudarjena, vendar nam doslej ni uspelo pokazati,

zakaj v vseh primerih ni tako. Zato ugotavljamo, da ta hipoteza ni bila potrjena.

Hipoteza 5:

S primerjavo amplitude indeksov aktivnosti s statistikami2. in 4. reda smo uspeli zanesljivo do-

ločiti intervale, kjer obstaja velika verjetnost, da prekrivanja ne nastopijo, in intervale, kjer ob-

staja velika verjetnost, da prekrivanja nastopijo. To predstavlja dodatno informacijo, ki je samo

iz indeksa aktivnosti s statistikami 2. reda ne moremo izluščiti. Ta ugotovitev nam omogǒca

optimalno izbiro zǎcetnega približka za dekompozicijsko metodo CKC, saj na ta način lahko

izberemo tǒcko, kjer ni prekrivanja oziroma kjer je aktiven en sam izvor. Rezultati na umetnih

in realnih EMG so pokazali, da z določanjem zǎcetne tǒcke na mestih brez prekrivanja metoda

CKC uspe rekonstruirati več vlakov impulzov, koťce so tǒcke izbrane na mestih prekrivanj (ta-

beli 5.17 in 5.21). Preizkusili smo tudi, ali lahko s pomočjo indeksa aktivnosti s SVR povečamo

število dekomponiranih izvorov, vendar nam tega ni uspelo potrditi, kot je razvidno iz tabel 5.14

in 5.18. Zato menimo, da je hipoteza le delno potrjena.

Teza:

Analitično in z eksperimenti smo pokazali, da prvi del teze nedvomnodrži. Razvili smo namrěc

reprezentativne modele, s katerimi lahko iz indeksa aktivnosti ocenimo število aktivnih izvorov

in dolžine njihovih sistemskih odzivov. Ekvivalenten pristop lahko uporabimo tudi pri indeksih

aktivnosti, ki jih izrǎcunamo s pomǒcjo SVR. Že pri statistikah 2. reda smo dosegli zelo robustne

ocene za dolžino sistemskih odzivov, saj so ocene, predstavljene v podpoglavju 5.4.2, do SNR

10 dB za naddolǒcene sisteme brez napak, za poddoločene sisteme pa so največje napake do 2

vzorca. Pri SNR 5 dB se napaka pri poddoločenih sistemih pověca na 4 vzorce, pri naddoločenih

pa manj, tako da so priN = 5 ocene žěcisto tǒcne. Zato statistike višjih redov niso mogle

prinesti ob̌cutnejšega dviga robustnosti in natančnosti. Tako tudi druga domneva znotraj teze ni

ovržena. Tudi tretja domneva, da bomo s statistikami višjihredov lažje dolǒcili izhodiščne inter-

vale za dekompozicijo sestavljenih signalov s pomočjo metode CKC, se je izkazala kot pravilna.

Pokazali smo namreč, da s kombinacijo indeksov aktivnosti, ki so računani z razlǐcnimi statisti-

kami sodih redov, z veliko gotovostjo najdemo mesta, kjer v opazovanih signalih ni prekrivanj v

delovanju věc izvorov. To pa zagotavlja hitrejšo konvergenco dekompozicije s CKC in pověcuje

možnost za zaznavo večjega števila izvorov.

Iz navedenih dejstev, predvsem pa tudi iz potrjenih hipotezizhaja, da se je postavljena teza

za doktorsko raziskavo pokazala kot smiselna in pravilna. Njeno veljavnost smo potrdili tako
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z izpeljavo analitǐcnih modelov za indeks aktivnosti kot z obširnimi poskusi, opravljenimi na

umetnih in realnih signalih, večinoma na površinskih elektromiogramih.
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