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Povzetek

Hevristi£no generiranje medicinskih simulacijskih scenarijev

UDK:[004.94:61]:004.8(043.3)

Klju£ne besede:

medicinske simulacije, simulatorji, scenariji, strojno u£enje, Bayesove verjetnostne

mreºe, urgentna medicina

Sodobno izobraºevanje zdravstvenih delavcev zahteva uporabo medicinskih simula-

torjev, saj medicina postaja zahtevna in kompleksna. Simulatorji potrebujejo scenarije,

ki jih izdelujejo zdravniki, vendar je tak pristop subjektiven, ker ima vsak zdravnik svoje

lastne izku²nje. Scenarije lahko izbolj²amo z uporabo metod strojnega u£enja. V dok-

torskem delu razi²£emo in uporabimo Bayesove verjetnostne mreºe kot ra£unalni²ko pod-

prto orodje za izdelavo scenarijev. Predstavimo metodologijo CasGEN, ki jo uporabimo

na realnem primeru ve£je podatkovne zbirke s podro£ja urgentne medicine - 737 primerov

predbolni²ni£nega oºivljanja. Rezultate validiramo s pomo£jo trifaznega modela zastoja

srca pri prekatni �brilaciji. V doktorskem delu potrdimo ustreznost metodologije CAS-

Gen na podlagi ²tudije, ki so jo pozitivno ocenili eksperti s podro£ja medicine. Na tak

na£in potrdimo hipotezo raziskovalnega dela, da je predstavljena metodologija CASGen

uporabno orodje za generiranje medicinskih scenarijev.
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Abstract

Heuristic generation of medical simulation scenarios

UDK:[004.94:61]:004.8(043.3)

Keywords:

medical simulations, simulators, scenarios, machine learning, bayesian probability

networks, emergency medicine

Modern education in health care today can not exist without the use medical simula-

tors, which are state of the art for e�cient learning. Simulators use scenarios, which are

designed by physician's own experiences and presents a subjective approach by scenario

design. In doctoral thesis machine learning methods for building scenarios from real

data are presented. In particularly we introduce Bayesian probability networks as the

primary tool for scenario design. We present a methodology CASGen (Computer Aided

Scenario Generation) which uses Bayesian network (BN) and apply it of real study of

emergency medicine, where 737 cases in prehospital resuscitation were collected. The

results of CASGen are validated with the three phase model for ventricular �brillation.

We con�rm the hypothesis of the research that BN are appropriate method for support-

ing scenario design. The application and use of CASGen was independently con�rmed

by experts from medical domain.
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Opis doktorske disertacije
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Poglavje 1

Predstavitev raziskovalnega dela

1.1 Uvod

Antropi£no na£elo govori, da zakoni �zike omogo£ajo ºivljenje zaradi na²ega lastnega

obstanka, kjer se sami spra²ujemo o ºivljenju in razmi²ljamo o antropi£nem na£elu. V

svoji skrajni obliki je torej vesolje oblikovano na na£in, v katerem obstaja ºivljenje.

Ljudje se od drugih ºivljenjskih oblik razlikujemo v ustvarjalnosti, radovednosti in na£inu

razmi²ljanja, saj smo verjetno edina vrsta v na²em oson£ju, ki raziskuje svoj obstoj in se

ga tudi popolnoma zaveda.

Z razvojem pa ljudje posegamo v okolje in ga spreminjamo. Spreminjamo svoj odnos

do nas samih in do okolja, v katerem delujemo. Danes se tako ºe sre£ujemo z izzivi

globalnega segrevanja, kar znanost postavlja pred novo preizku²njo in predstavlja razvoj

novih paradigem, metodologij in tehnologij za pridobivanje energije, ki temeljijo na alter-

nativnih in okolju prijaznej²ih virih. Del razvoja £love²ke druºbe pa spremlja tudi razvoj

medicine. �ivljenje posameznika se lahko v dana²njem kompleksnem svetu hitro znajde

v neravnovesju. Dnevno smo izpostavljenim nevarnostim, ki se jih niti ne zavedamo, in

kadar smo nehote izpostavljeni kateri izmed njih, nam pri ozdravitvi pomaga medicina.

Moderna uradna medicina postaja vedno zahtevnej²a in kompleksnej²a. Medicin-

sko delovno okolje se razvija z izjemno hitrostjo, na plan prihajajo sodobne tehnologije,

nova znanja ter spoznanja, ki ponujajo kvalitetnej²e zdravljenje, hkrati pa nova okolja in

tehnologije tako zahtevajo tudi mnogo znanja in spretnosti. Za suvereno delo zdravstvenih

delavcev so zato potrebne dodatne izobraºevalne metode, ki se dopolnjujejo s tradicional-

nimi modeli pou£evanja. S pravilnim in u£inkovitim izobraºevalnim pristopom lahko

17



18 POGLAVJE 1. PREDSTAVITEV RAZISKOVALNEGA DELA

znanje in ve²£ine v taki meri zdravstvenim delavcem tudi zagotovimo in tako omogo£imo

njihovo kompetentno in u£inkovito delo.

Simulacije dobivajo posebno mesto pri ²tudiju medicinskih ved, saj nam v procesu

izobraºevanja pomagajo bolj²e razumevanje u£ne snovi, hkrati pa dopolnjujejo klasi£ne

u£ne pristope in imajo pomembno vlogo v medicini [88]. Tak²ne simulacije se pojavljajo

predvsem v obliki samostojnih ra£unalni²kih programov ali lutk z vgrajenimi elektro-

mehanskimi sistemi, ki jih ra£unalni²ko krmilimo. Razen klasi£nih enostavnih simula-

torjev postopkov zdravstvene nege, �ziolo²kih procesov in medicinskih posegov poznamo

tudi simulatorje, ki predstavljajo samega bolnika. Primerni so za ºe ute£eno zaposleno

zdravstveno osebje, ki se preko teh simulatorjev spoznava z redkimi in nezaºelenimi in

problemati£nimi kriznimi situacijami na delovnem mestu. Zraven tega imajo bolniki

tudi pravico do zasebnosti in profesionalne oskrbe ter vse manj dovoljujejo, da s svojim

postopkom zdravljenja pomagajo v u£nem procesu, zato imajo ²tudentje in zaposleno

zdravstveno osebje manj²e moºnosti spoznavanja prakse v realnem okolju z bolniki.

Speci�£ne zahteve, zahtevne ve²£ine znanja in spretnosti so torej potrebne, vendar v

realnem okolju teºje dostopne.

Izku²nje in delo v realnem okolju pa lahko omogo£imo s komercialno dostopnimi

medicinskimi simulatorji bolnika [61, 52], ki omogo£ajo delo z realno medicinsko opremo,

kjer ustvarimo okolje, ki je zelo blizu pravim klini£nim razmeram, in na tak na£in ne

vplivamo na bolnike. Na teh simulatorjih se simulirajo bolezenska stanja in zapleti preko

ra£unalni²ke programske opreme in mehatronike. Simulacije potekajo po dolo£enih sce-

narijih, ki so zasnovani modularno [61] ali sekven£no [52], obstajajo pa tudi simulatorji,

ki so jih posamezno razvile raziskovalne institucije [100].

Kljub kompleksni in skrbno na£rtovani medicinski tehnologiji pa pri zdravljenju v

medicini pri nastalih zapletih £love²ka napaka ostaja na prvem mestu. V urgentni in in-

tenzivni medicini je tako mnogo kognitivnega balasta, pomanjkanja timske komunikacije

in izgorevanja delavcev, kar lahko vodi do napak, ki so za bolnika lahko usodne. Za

simuliranje tak²nih razmer dela vodijo trendi k izdelavi vzporednih scenarijev in hkratni

uporabi ve£ simulatorjev [50, 101]. Da simulatorje uporabimo v namene izobraºevanja,

potrebujemo scenarije, ki natan£no simulirajo celoten potek vaje. Scenariji so najve£krat

izdelani s pomo£jo zdravnikov ekspertov, ki imajo dolo£ene osebne izku²nje. Zato so sce-

nariji po navadi izdelani na podlagi izku²enj dolo£enega zdravnika in tako ne zajemajo

splo²nih izku²enj in v osnovi ne vklju£ujejo realnih podatkov.

Strojno u£enje in podatkovno rudarjenje sta disciplini, ki sta se v ra£unalni²tvu razvili
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s podro£ja umetne inteligence in v zadnjih nekaj letih zaradi velikega zajemanja in shran-

jevanja elektronskih podatkov pridobile vedno ve£je zanimanje raziskovalne skupnosti

[37]. S pomo£jo metod podatkovnega rudarjenja si danes v medicini strokovnjaki ºe

pomagajo pri diagnosticiranju, kar je tudi glavna naloga tako imenovanih ra£unalni²ko

podprtih orodij, ki zdravnikom sluºijo kot pomo£ pri njihovem delu v procesu odlo£anja

[73]. Primerov takih pristopov je mnogo in segajo od podpore pri diagnostiki do razli£nih

terapij, kot so na primer inteligentne metode v umetnem predihavanju [46]. Ve£ina metod

podatkovnega rudarjenja in strojnega u£enja temelji na tako imenovani hevristiki, kar

z drugimi besedami pomeni uporabo nekih spoznanih na£el pri re²evanju problemov na

razli£nih podro£jih.

V doktorskem delu zdruºujemo omenjena vidika in za gradnjo scenarijev uporabimo

hevristi£ne pristope ter strojno u£enje, za kar izdelamo metodologijo, ki sluºi kot pod-

porno orodje pri gradnji scenarijev za namene izobraºevanja v medicini. Hevristi£ni

pristopi, ki jih uporabljamo v delu, izhajajo iz Bayesove statistike in zajemajo uporabo

verjetnostnih mreº kot hevristi£nega podpornega orodja za izdelavo scenarijev. Verjet-

nostne mreºe so naraven model, s katerim namre£ lahko u£inkovito modeliramo nekatere

procese v diagnostiki in jih tako u£inkovito uporabimo tudi pri gradnji scenarijev.

Doktorska naloga predstavlja metodologijo CASGen (Computer Aided Scenario Gen-

ration), ki temelji na verjetnostnih mreºah. Pri gradnji scenarija prina²a prednosti

uporabe realnih podatkov za namene izobraºevanja ciljnih skupin ter laºjo upravljanje

s scenariji, kar nam omogo£a lastnost sklepanja (inference), ki jo imajo verjetnostne

mreºe. Ker imamo pri izdelavi scenarija opraviti s kompleksnim problemom, ne gre za

enostavne in hitre re²itve, temve£ je treba pri delu upo²tevati veliko zahtev, ki jih pogo-

jujeta obe podro£ji, tako ro£na izdelava samega scenarija v programskem okolju simula-

torja, kot tudi zahteve in omejitve verjetnostnih mreº. Razvita metodologija CASGen

tako zdruºuje oboje in podaja u£inkovite postopke za gradnjo hevristi£nih scenarijev

simulatorja. Uporabo metodologije prikaºemo na dveh realnih primerih, kvalitativno pa

u£inkovitost in uporabo metodologije ocenimo s sodelovanjem in preverjanjem strokovn-

jakov s podro£ja medicine, ki se ukvarjajo z izdelavo scenarijev iz realnega okolja za

potrebe izobraºevanja.
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1.2 Opredelitev problema

Zaradi napak v medicinski oskrbi letno v Zdruºenih drºavah Amerike umre med 44.000

in 98.000 bolnikov [54]. Te smrtne ºrtve presegajo ²tevilo ljudi, ki umrejo zaradi pomem-

bnej²ih vzrokov smrti v ZDA, kot so prometne nesre£e, rak na prsih in AIDS. Mnoge

od teh napak bi lahko prepre£ili. Za zdravstveni sistem v Sloveniji takih ²tudij in po-

datkov sicer nimamo, iluzorno pa je pri£akovati, da je na² sistem idealen in da se pri nas

napake ne pojavljajo. Prepre£evanje in zmanj²evanje tak²nih napak lahko zmanj²amo

z ustreznim izobraºevanjem in s programom za zaposlene v sistemu zdravstva. Tako

jih pripravimo na situacije, kjer obstajajo tveganja napak. Medicinsko izobraºevanje z

uporabo simulatorjev je zadnjih 10 let naredilo na tem podro£ju velike korake predvsem

v ZDA, precej aplikacij je na podro£ju inteligentnih tutorskih sistemov [98, 71, 31, 92].

Proces izvedbe simulacije zahteva razen kakovostnega simulatorja tudi pripravo us-

treznih scenarijev, po katerih potekajo vaje. Problemi se pojavljajo v pomanjkanju us-

treznih scenarijev, po katerih naj bi deloval simulator, saj se najve£krat za izdelavo sce-

narijev uporabijo eksperti na posameznih medicinskih podro£jih [15, 16]. Tak²no delo je

dolgotrajno in v precej²nji meri subjektivno, saj imajo razli£ni zdravniki razli£ne izku²nje,

prav tako je prisotna dobro poznana problematika skupnih sti£nih to£k med zdravniki

in inºenirji, ki prevzemajo obveznosti do materialne in programske implementacije sce-

narijev. V tem pogledu je generiranje scenarijev ²e posebej zahtevno in kompleksno

delo.

Dana²nji novi pristopi v edukaciji teºijo k z dokazi podprti medicini (Evidence Based

Medicine) [53]. �e posebej v zadnjem £asu je £utiti potrebo po orodjih za analizo

uskladi²£enega znanja, ki se skrbno skladi²£i v bolni²ni£nih informacijskih sistemih, ter

njegovo uporabo in transformacijo znanja v namene posredovanja u£nih vsebin [69, 77,

91, 79]. Pri tem se sre£ujemo z dejstvom, da zaposleni zdravstveni delavci, ki opravl-

jajo vlogo posredovanja u£nih vsebin ²tudentom in specializantom, nimajo dovolj ve²£in

potrebnih za so�sticirano analizo podatkov in uporabo znanja, pridobljenega iz teh po-

datkov, saj se strojno u£enje danes v medicini pogosto uporablja le za predikcijske namene

in namene diagnostike [72, 51].

Anestezija, intenzivna medicina in urgenca so podro£ja medicine, ki spadajo med bolj

problemati£na. Urgenca velja tudi v raziskavah med bolj zastopanimi podro£ji [83, 43,

17, 74, 11], saj se v tej domeni medicine sprejemajo hitre in natan£ne odlo£itve, ki so

klju£nega pomena za preºivetje bolnika, kjer ima vsaka napaka visoko ceno. Problem,
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s katerim se soo£ajo edukatorji pri izobraºevanju, je predvsem, kako u£inkovito nau£iti

zdravstveno osebje, da prepozna problem in ustrezno ukrepa v kriznih primerih, ki se

lahko pojavijo med obravnavo bolnika. Pri tem imajo najve£je teºave novozaposleni, saj

se zaradi ²irokega nabora razli£nega znanja, pridobljenega v rednem izobraºevanju, na

delovnem mestu ne znajdejo takoj, kar predstavlja precej²en problem. Po drugi strani

ima lahko teºave tudi ºe zaposleno osebje, ki ve£ino postopkov dela ºe rutinsko, teºko pa

prepozna redke in krizne situacije, ki predstavljajo visoko stopnjo tveganja za bolnika.

Zdravstveni delavci se v svojem delovnem okolju sre£ujejo tudi s kompleksno medicinsko

opremo predvsem v operacijskem bloku, v enoti intenzivne nege, na dializi, urgenci in

²e na mnogih mestih, kjer tehni£na znanja na£eloma ne spadajo med njihove ve²£ine,

vendar sta prav tehnika in tehnologija tisti, ki v veliki meri skrbita za preºivetje bolnika.

Simulacije v izobraºevanju danes tako predstavljajo pomemben vidik in orodje, pri £e-

mer je ²e posebej pomembno podajanje znanja iz realnega okolja. Doktorska disertacija v

gradnjo scenarijev za simulator prina²a prav slednje, saj uporablja za gradnjo hevristi£ne

metode strojnega u£enja, kar ne velja za klasi£no izdelavo scenarijev za simulator.

1.3 Cilji doktorske disertacije

Glavni cilj doktorske disertacije je tako raziskati moºnost uporabe hevristi£nih metod

za podporo gradnje medicinskih scenarijev in izdelati metodologijo za ra£unalni²ko pod-

prto gradnjo scenarija za simulator na podlagi hevristike, ki nam jo omogo£ajo metode

strojnega u£enja. Rezultat doktorske naloge je tako na podlagi raziskanih moºnosti

razviti in izdelati metodologijo CASGen (Computer Aided Scenario Generation), ki bi

pri gradnji scenarija uporabljala so�sticirane metode strojnega u£enja in sluºila uporab-

niku kot podporno orodje pri izdelavi scenarija za simulator. Pri tem bi omogo£ila

moºnost uporabe realnih podatkov, ki se danes zbirajo v informacijskih sistemih. Tako

izdelana metodologija naj bi s tem nadgradila klasi£no gradnjo scenarija za simulator s

podporo metod strojnega u£enja, ki se danes v medicini uporablja predvsem za predik-

cijske namene in namene diagnostike.

1.4 Predpostavke in omejitve

Pri raziskavi moºnosti metodologije in gradnje hevristi£no podprtih scenarijev smo se

zaradi narave dela in okolja za simulator, ki smo ga imeli na voljo, omejili pri nekaterih
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predpostavkah.

1. V doktorskem delu nismo imeli moºnosti povezati razvite metodologije CASGen

s programskim paketom simulatorja SimMan zaradi patentiranega in za²£itenega

programskega uporabni²kega vmesnika, ki ga uporablja simulator. Ogrodje CAS-

Gen je zato izdelano kot samostojna aplikacija za simulator.

2. Pri izbiri metod strojnega u£enja smo se na podlagi narave scenarijev, vsebovane

diagnostike in verjetnosti, ki se pojavljajo v scenarijih, odlo£ili za uporabo verjet-

nostnih mreº, ki temeljijo na Bayesovi statistiki, saj so le-te simboli£ne metode,

ki predstavljajo najprimernej²e orodje za izdelavo vzro£no-posledi£nih relacij in

omogo£ajo nekatere druge lastnosti, ki smo jih uporabili pri gradnji scenarija.

Zaradi zapletenosti izdelave scenarija smo se v metodologiji CASGen omejili na

diskretne verjetnostne mreºe.

1.5 Teze doktorske disertacije

V doktorski disertaciji ºelimo potrditi naslednjo hipotezo in obravnavati naslednje razisko-

valno vpra²anje:

Hipoteza Bayesove verjetnostne mreºe kot metode v strojnem u£enju predstavljajo

primeren model za podporo gradnje scenarijev za simulator na podro£ju medicine.

Raziskovalno vpra²anje Ali je izdelana metodologija CASGen primerno in uporabno

orodje za uporabo Bayesovih mreº pri gradnji scenarijev za strokovnjake s podro£ja

medicine, ki se sre£ujejo z izdelavo scenarijev za izobraºevalne namene?

Hipoteza raz²iri dosedanjo gradnjo scenarijev za simulator z uporabo verjetnostnih mreº,

ki nam omogo£ajo integracijo realnih podatkovnih zbirk pri izdelavi scenarija in tako

nadgradijo klasi£en postopek izdelave scenarija. Zraven tega verjetnostne mreºe v sam

scenarij vna²ajo tudi moºnost sklepanja (inference), kar ²e dodatno izbolj²a izdelan sce-

narij pri njegovi uporabi v realnem okolju. Raziskovalno vpra²anje se nana²a na moºnosti

uporabe verjetnostnih mreº iz izdelanega orodja CASGen.

Raziskovalno vpra²anje smo preverili s pomo£jo strokovnjaka iz domene medicine v

kvalitativnem smislu, saj kvantitativno preverjanje zaradi empiri£nih scenarijev, ki so

bili izvedeni s pomo£jo izdelane metodologije in jih predstavljamo v doktorski disertaciji,
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²e ni bilo mogo£e. Kvantitativno preverjanje bo mogo£e narediti v prihodnje na pod-

lagi uporabe metodologije v naslednjih nekaj letih, ko se bo metodologija v ve£ji meri

uporabljala pri izobraºevalnih namenih in bo tako mogo£e zbrati potrebno ²tevilo izde-

lanih scenarijev. V doktorskem delu smo torej raziskovalno vpra²anje preverili na podlagi

danih moºnosti izdelanih empiri£nih ²tudij, katerih uporabnost in pravilnost je preveril

neodvisni ekspert s podro£ja medicine.

1.6 Izvirni znanstveni prispevki

Disertacija uvaja inovativne koncepte, kot so zdruºitev in uporaba verjetnostnih mreº

pri izdelavi scenarijev za simulator, ob tem pa uvaja naslednje novosti:

• De�nicijo in implementacijo metodologije CASGen, orodja za podporo hevristi£ne

gradnje scenarijev za simulator

• Avtomatsko pridobivanje novega znanja iz realnega okolja za potrebe gradnje sce-

narija

• Integracija verjetnostnega sklepanja v ºe zgrajen scenarij

• De�nicijo in na£ine uporabe razli£nih algoritmov za verjetnostne mreºe pri gradnji

scenarija

1.7 Struktura doktorske disertacije

Ideja disertacije temelji na izdelavi hevristi£no podprtih scenarijev, ki so potrebni za

u£inkovito izobraºevanje s simulacijami pri u£nih procesih, zato v prvem poglavju dis-

ertacije predstavimo simulatorje v medicini, posebej opi²emo simulator SimMan, s ka-

terim razpolagamo na fakulteti, in opi²emo gradnike ter izdelavo scenarija pri SimMan

simulatorju. V drugem poglavju podamo nekatere teoreti£ne osnove, ki so potrebne

za razumevanje verjetnostnih mreº, metode strojnega u£enja, na katerih temelji izdelana

metodologija v nalogi, in sicer osnovne zakonitosti teorije grafov in verjetnostnega ra£una.

Nadaljujemo z opisom verjetnostnih Bayesovih mreº, kjer posebej opi²emo diskretne

Bayesove mreºe; predstavimo zakonitosti ro£ne gradnje modela ter podamo mnoºico

algoritmov in napotkov za gradnjo Bayesovih mreº iz podatkov ter natan£no opi²emo
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postopek inference, verjetnostnega sklepanja, ki je bistvena lastnost omenjene metode in

v gradnjo scenarija prina²a prednosti pri uporabi scenarija v simulacijskem okolju.

Sledi poglavje izdelave metodologije in opisa metodologije CASGen, ki temelji na

verjetnostnih mreºah, kar predstavlja tudi rezultat doktorske naloge, katerega uporabo

prikaºemo v 7. poglavju na dveh realnih ²tudijah s podro£ja medicine. V poglavju 8

opi²emo kvalitativno ovrednotenje uporabe metodologije CASGen, izdelal jo je strokovn-

jak s podro£ja urgentne medicine, ki se ukvarja z izdelavo scenarijev za izobraºevalne

namene. V zadnjem, devetem poglavju, doktorsko disertacijo povzamemo in sklenemo z

diskusijo in nekaj sklepnimi mislimi ter opi²emo raziskovalne smernice in nekaj idej za

razvoj v prihodnje.
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Poglavje 2

Simulacije v medicini

2.1 Napredne tehnologije simulatorjev in urjenje osebja v

medicini

Dana²nja medicinska paradigma deluje po principu dolo£anja diagnoz iz znanih simp-

tomov, anamneze in diagnosti£nih rezultatov. Ko je postavljena ena ali ve£ diagnoz,

se za£ne zdravljenje, oziroma razli£ne oblike terapij. Medicinsko delo je glede na ob-

stoje£o paradigmo akcijsko orientirana disciplina, ki temelji na sprejemanju odlo£itev

v trenutku, ko se ºe pojavi bolezen. Zaradi prihajajo£ih novih tehnologij, kot je na

primer molekularno slikanje, se medicini obeta premik paradigme [65, 99]. Z moleku-

larnim slikanjem ugotavljajo namre£ nepravilnosti v delovanju molekul in tako je mogo£e

vnaprej dolo£iti scenarije, v katerih se lahko pojavi bolezen. Premik paradigme je v kon-

ceptu preventivnega ukrepanja, ²e preden nastopijo bolezenski simptomi oziroma sama

bolezen. [28, 83, 1].

Tako obstoje£e, kot prihajajo£e nove tehnologije, zahtevajo nove pristope v izobraºe-

vanju in urjenju zdravstvenih delavcev. Nepravilno ukrepanje pri zdravljenju namre£

vodi v slab izid zdravljenja ali celo v smrt bolnika. Simulacije, kot del sodobnega izo-

braºevanja ponujajo u£inkovito pridobivanje znanja in ve²£in z glavnim namenom, da se

izbolj²a varnost bolnikov. Simulatorji predstavljajo navideznega bolnika, ki je v interak-

ciji z realno medicinsko opremo. S simulacijami ustvarimo okolje, ki je zelo blizu pravim

klini£nim razmeram. Bolezenska stanja ter zapleti se simulirajo preko ra£unalni²ke pro-

gramske opreme in elektronskih sistemov.

Do nedavnega je zdravstveno osebje pridobivalo znanje in ve²£ine na laboratorijskih

27
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ºivalih, kadavrih in predvsem na bolnikih. �ivali nimajo ustrezne anatomije, zato je

pridobivanje realnih ve²£in teºje, so drage in jih ne morejo ponovno uporabljati. Kadavri

sicer imajo ustrezno anatomijo, teºave pa so prav tako v ceni in tkivo se hitro degradira.

Bolniki po drugi strani pri£akujejo najvi²jo moºno kvaliteto v zdravljenju in niso ve£

pripravljeni biti u£ni predmet. V vseh omenjenih primerih so problemati£na visoka eti£na

na£ela, ki veljajo danes [24, 1]. V dana²njem £asu ni ve£ opravi£ila, da se kirurg u£i na

bolniku [41]. V u£ne na£rte se zato vpeljujejo simulacije, z namenom izbolj²ati varnost

bolnika, saj zdravstveno osebje s tem pristopom pripravimo na kompleksne situacije, ki

nikakor niso redkost v zdravljenju bolnika. Simulacije potekajo v okolju brez tveganja,

tako za bolnika kot za zdravstveno osebje, prina²ajo pa precej stresa samemu udeleºencu

[42], ki si ga ºeli ²e ve£. Tehnologija v razvoju simulatorjev je zelo napredovala in trºi²£e

nam nudi navidezne, virtualne simulatorje, kot je na primer specializirani endoskopski

simulator [18, 22], kardiolo²ki simulator [66], kirur²ki simulator [81, 29, 60], urolo²ki

simulator [55]. Imamo pa tudi simulatorje, ki so po obliki in funkcijah podobni pravemu

bolniku in se uporabljajo predvsem na anesteziji [61, 63].

2.2 Simulacijsko okolje

Simulacije v medicini vklju£ujejo uporabo simulatorjev, s pomo£jo katerih posnemamo

realno klini£no okolje, kjer je bolnik ali ponesre£enec [62]. Simulacijsko okolje, kjer

se izvajajo medicinske simulacije, predstavlja integracijo informacijsko-komunikacijskih

tehnologij in realne medicinske opreme v u£ni proces. Simulacije v takem okolju pred-

stavljajo trenutno najsodobnej²e u£ne metode, ki pove£ajo u£inkovitost u£enja medicin-

skih ved, kar je pokazano v ²tevilnih raziskavah [6, 5, 1, 28].

S simulacijami je mogo£e simulirati simultano delo ve£ multidisciplinarnih zdravstvenih

timov, ki nastopajo skupaj v kompleksnih procedurah [101, 56], kot je to primer v urjenju

posadk v letalstvu [7]. V kriznih situacijah je zelo pomembno, na kak²en na£in timi in

posamezni udeleºenci med seboj komunicirajo in kako sinhrono med seboj delujejo v re²e-

vanju dolo£enega klini£nega problema, kot je na primer poºar [97, 93, 23]. S klasi£nimi

u£nimi pristopi je tak²no izobraºevanje teºko izvesti. Za kvalitetno in ustrezno izvedbo

simulacij je treba prostorsko urediti simulacijsko okolje. Na Fakulteti za zdravstvene

vede smo delno uredili prostore, kjer potekajo simulacije tako, kot je prikazano na sliki

2.1.

Simulacijski prostor smo razdelili na tri dela. Prvi del predstavlja enoto intenzivne
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Slika 2.1: Prostorska ureditev simulacijskega okolja.

nege in terapije, v drugem delu pa se nahaja operacijski blok. Vmes med obema eno-

tama je kontrolni prostor, kjer se nadzira potek simulacij. Nadzorni ra£unalnik je preko

serijskega vodila povezan z osrednjo enoto simulatorja. V prostoru intenzivne nege in

terapije imamo dva simulatorja, Laerdal SimMan in Laerdal Skillmaster. V tem pros-

toru je mogo£e izvajati simulacije iz domene urgentne medicine in intenzivne nege ter

terapije. Kirur²ki del simulacijskega okolja mora vsebovati celotno infrastrukturo za iz-

vajanje anestezije, ki je najve£ zastopana v simulacijah [83]. V tem delu so potrebni

anestezijski aparat in vsa potrebna oprema za anestezijo. Plinske in elektri£ne instalacije

morajo biti prilagojene potrebam simulacijskih scenarijev.

Kompleksne diagnosti£ne in terapevtske postopke sre£amo najve£ v domeni anestezi-

ologije, intenzivne nege in perioperativnega zdravljenja. Za suvereno delo na teh po-

dro£jih so potrebne dobro na£rtovane izobraºevalne metode. Brez ustrezno izobraºenega

kadra ne moremo pri£akovati kvalitetnega dela na teh podro£jih. Pojavljale se bodo na-

pake, nemalokrat tudi z usodnimi posledicami. Pri izobraºevanju za delo s kompleksno

tehnologijo je dobra izbira, da se v samo okolje s simulatorjem in medicinsko opremo

integrira moºnost mikrosimulacij. Mikrosimulacije se izvajajo samo na ra£unalni²kem

zaslonu. Na sliki 2.2 je prikazano simulacijsko okolje na Fakulteti za zdravstvene vede,

kjer na projekcijsko platno projiciramo vsebine mikrosimulacij iz ra£unalni²kega pro-

jektorja. Na platnu so simultano prikazane simulacije ventilatorja Evita 4, SimBaby

otro²kega simulatorja in videoanimacija vstavljanja Swan Ganzovega katetra. Podobno

lahko postavimo ra£unalni²ki monitor ve£jih dimenzij £im bliºe mestu neposredne sim-

ulacije. Na sliki 2.3 je simulator SimMan, ki smo ga pripravili na operacijski poseg v

okolju realne medicinske opreme. Na anestezijskem aparatu je monitor, kjer te£e mul-

timedijska predstavitev iz portala endoskopske kirurgije. Multimedijske predstavitve in

mikrosimulacije so tako komplementarne osrednjim simulacijam, ki te£ejo na simulatorju.



30 POGLAVJE 2. SIMULACIJE V MEDICINI

Slika 2.2: Simulacijsko okolje - integracija mikrosimulacij.

Slika 2.3: Simulacijsko okolje - realna medicinska oprema.
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2.2.1 Razdelitev simulatorjev

Pri sami izvedbi simulacij obstajajo razli£ni pristopi, ki jih razdelimo glede na komplek-

snost posamezne simulacije. Za vsak tip simulacije je treba izbrati ustrezen simulator.

Na sliki 2.4smo predstavili nivojsko razdelitev simulatorjev, glede na njihovo uporabo.

Trije najniºji nivoji (1-3) predstavljajo simulacije zasnovane samo na matemati£nih mod-

elih �ziologije in pato�ziologije, ali na modelih medicinskih aparatov. Za tak²no vrsto

simulacij, ki jim pravimo tudi mikrosimulacije, potrebujemo le ra£unalnik in ustrezno pro-

gramsko opremo. Na teh nivojih simuliramo osnovna znanja iz �ziolo²kih in patolo²kih

procesov ob pomo£i ra£unalnika, na katerem se izvaja ra£unalni²ki program v interakciji

s ²tudentom. �tudent spreminja le dolo£eno omejeno ²tevilo parametrov, ki nastopajo

v simulaciji. Prvi stik ²tudentov z ºivljenjskimi funkcijami bolnika se tako izvaja preko

ra£unalni²kih simulatorjev. Simulacije na treh nivojih se lahko uporabljajo pred ve£jim

²tevilom ²tudentov med predavanji.

Simulacije od £etrtega do ²estega nivoja (4-6) so ºe bliºje prakti£nemu delu na simu-

latorjih (Practice-Based Simulations) in uporabljajo realnej²e modele v obliki lutk. Po-

datkovne baze na teh nivojih nam sluºijo na primer za simuliranje napak na medicinski

opremi. Bazo lahko polnimo iz ameri²kega sistema poro£anja o nevarnih dogodkih: FDA

MedWatch (FDA Safety Information and Adverse Event Reporting Program). �etrti

nivo zajema samo lutke, ki so �zi£no podobne realnim bolnikom. Kombinacija ra£unal-

nika in lutke na petem nivoju pomeni, da na primer, ko v lutko apliciramo IV zdravilo,

isto£asno poºenemo simulacijo farmakokinetike na ra£unalniku in opazujemo, kako se

spreminja koncentracija zdravila znotraj telesnih teko£inskih prostorov. Tak²na simu-

lacija poteka na dveh popolnoma lo£enih simulatorjih: na lutki, ki omogo£a IV aplikacijo

zdravil, in na ra£unalniku, ki modelira farmakokineti£ne in farmakodinami£ne modele.

Farmakokinetiko je mogo£e u£iti tudi preko oddaljenega omreºja z uporabo simulatorjev

na visokih nivojih [14].

Na ²estem nivoju se sre£ujemo z u£enjem za delo z medicinskimi napravami, ki posta-

jajo danes vse bolj kompleksne. Pomembno je, da zdravstveni delavci dobro poznajo

delovanje in²trumentov in aparatov, za katere skrbijo in tudi odgovarjajo za njihovo

brezhibno delovanje. Na tem nivoju se simulirajo medicinski pripomo£ki, predvsem tisti

z vi²jo kompleksnostjo delovanja (ventilatorji, de�brilatorji, anestezijski aparati, elek-

trokirur²ka oprema . . . ). S tak²nim simulacijskim pristopom se ²tudentje laºje nau£ijo

osnovnih znanj, povezanih s funkcioniranjem aparata. Problem, ki se nam pojavi pri izo-

braºevanju na tem nivoju, je, kako simulirati zelo kompleksne aparate, ki so tako dragi,
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Slika 2.4: Nivojska razdelitev simulatorjev.
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Slika 2.5: Enostavna simulacija PET/CT diagnosti£ne modalitete.

da jih ne moremo postaviti v simulacijsko okolje. Primer takega aparata je funkcionalna

diagnosti£na slikovna metoda nuklearne medicine PET, kjer se cena aparata giblje v nekaj

milijonih evrov. U£enje za tak²no obliko aparatov izvajamo s pomo£jo improviziranih

u£nih pripomo£kov. Na sliki 2.5 je prikazano, kako smo z navadnimi lego kockami izdelali

pripomo£ek za u£enje mehanizmov pozitronske emisijske tomogra�je (PET) v nuklearni

medicini. Hiter razvoj strojne in programske medicinske opreme pomeni, da medicinski

pripomo£ki postajajo vse bolj zahtevni za uporabo. Delodajalec ve£inoma ne omogo£a

kontinuiranega izobraºevanja zdravstvenih delavcev v domeni upravljanja medicinske

opreme, zakonodaja pa tega tudi posebej ne zahteva [25]. Vsakdanje delo zdravstvenih

delavcev zahteva razen poznavanja medicinske stroke tudi poznavanje tehni£nega vidika

elektronskih sistemov in in²trumentov. Prodajalci medicinske opreme u£ijo zdravstveni

kader upravljanja z medicinskimi pripomo£ki, vendar imajo ti zastopniki razli£ne stop-

nje izobrazbe in znanja, nemalokrat tudi dale£ od podro£ja, ki ga zastopajo in katerega

opremo prodajajo. Delavci v zdravstvu se nau£ijo, kdaj in kako pritisnejo na kak gumb,

pri tem pa se pozablja, da je potrebno tudi razumevanje, kaj se zgodi v aparatu, ko se

gumb pritisne, in kako bo to vplivalo na bolnika. Uradnega preverjanja znanja ni in ostaja

odprto vpra²anje, ali je bil prenos znanja uspe²en. Ali je vsem resni£no jasno, kako aparat

deluje, kak²ne posledice lahko ima nestrokovno ravnanje in kak²ne posledice so lahko za

bolnika in osebje, ki je ve£ino delovnega £asa v stiku s temi aparati. Pogosto sre£amo
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Slika 2.6: Generi£ni anestezijski aparat.

navodila za uporabo, ki so slabo napisana (prevedena) in premalo razumljiva. Mno-

gokrat jih prevajajo prevajalci, ki niso iz zdravstvenega podro£ja. Pojavlja se dvom, ali je

tak²en transfer znanja od prodajalca na zdravstveno osebje dovolj kvaliteten. Zdravstveni

delavci v operativni dejavnosti potrebujejo za suvereno delo na svojem podro£ju ve£ let

u£enja in pridobivanja znanja. Zaradi kompleksnosti posameznih aparatov izvajamo te

simulacije v dveh delih, kar bomo pokazali na naslednjih primerih simulacij za delo z

anestezijskim aparatom. Slika 2.6 prikazuje generi£ni anestezijski aparat, kjer so zelo

dobro vidne osnovne komponente aparata, kot je anestezijski dihalni sistem (ADS) in

me²alna stopnja za me²anje kisika in du²ikovega oksidula. Na tem aparatu izvedemo v

prvi fazi u£enja, osnovne simulacije delovanja anestezijskega aparata, drugi del simulacij

pa se izvaja na sodobnem anestzijskem aparatu, prikazanem na sliki 2.7. Simulatorji

na vi²jih nivojih (7-10) nam ponudijo najve£ znanja. S temi simulatorji se nam odpirajo

moºnosti u£enja na problemsko orientiranih simulacijah (Problem-Based Simulations).

Oprema za tak²ne simulacije je cenovno draga, vendar so rezultati u£enja z njo zelo

obetavni. Tak²ne simulatorje smo poimenovali visokonivojski simulatorji ali simulatorji

bolnika ²irokega spektra (angl.: Full Scale Patient Simulators, Hands-on Simulators).

Vsakdo, ki dela v okolju, kjer se pogosto dogajajo krizni akutni dogodki, doºivlja pre-

cej²njo koli£ino skrbi in strahu, kako se bo obnesel v situaciji, ko je ogroºeno ºivljenje

bolnika. Kako se tim ali posameznik obnese v teh primerih, je odvisno od ve£ faktorjev:
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Slika 2.7: Urjenje na sodobnem anestezijskem sistemu.

znanja, izku²enj, interakcije v timu in od vodje tima. Vse te razmere se dajo simulirati

z visokonivojskimi simulatorji. Za pristope problemskega u£enja uporabljamo simulator

Laerdal SimMan, prikazan na sliki 2.8. Ti simulatorji so primerni za ºe zaposleno in

ute£eno zdravstveno osebje, ki se tako spoznava z redkimi, a kriznimi situacijami.

2.2.2 Simulacije ²irokega spektra

Za uspe²no izvedbo problemsko zasnovanih simulacij moramo imeti v mislih ustrezno

na£rtovanje na razli£nih nivojih [19], ²e preden izvajamo simulacije. Ni dovolj, da imamo

najbolj²o simulacijsko opremo, ampak moramo upo²tevati dodatne zahteve, £e ho£emo

²tudente ustrezno nau£iti kompleksno snov. V kontekstu simulacij ²irokega spektra (full-

scale patient simulation) moramo lo£iti 4 razli£ne na£rtovalne stopnje:

• na£rtovanje strojne opreme,

• na£rtovanje programske opreme,

• na£rtovanje u£nega na£rta (kurikuluma),

• na£rtovanje izvedbe vaj.

Na£rtovanje strojne opreme je v domeni proizvajalca simulatorja. V tej fazi posku²a

proizvajalec izdelati simulator tako, da je vizualno in funkcionalno £im bolj podoben
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Slika 2.8: Visokonivojski simulator Laerdal SimMan.

bolniku. Uporabljajo se lutke (angl.: mannequin), v katere se vgradijo mehani£ni in

elektronski sistemi. Strojna oprema generira elektri£ne in mehanske odzive bolnika, tako

�ziolo²ke kot patolo²ke. Te simulatorje smo v prej²njem poglavju imenovali visokonivojski

simulatorji.

Na£rtovanje programske opreme je prav tako v domeni proizvajalca simulatorja.

Izdela se uporabni²ki vmesnik, kjer se lahko spremljajo in nastavljajo razli£ne �ziolo²ke

spremenljivke, ki jih simulira simulator [103] V programski opremi so farmakolo²ki matem-

ati£ni modeli za izra£un distribucije in u£inkov posameznih zdravil. Programska oprema

skrbi za komunikacijske protokole, kodno strukturo in programski jezik.

Breme na£rtovanja u£nega na£rta prevzema nase uporabnik simulatorja. V u£nem

na£rtu se mora dolo£iti, katere so ciljne skupine, saj se raven zahtevnosti spreminja glede

na razli£ne udeleºence simulacij. Jasno moramo dolo£iti, kaj ho£emo udeleºence nau£iti,

in glede na to izdelati scenarije. V na£rtovanju u£nega na£rta moramo pripraviti prav

tako metodologijo preverjanja znanja.

Zadnja faza v simulacijah popolnega spektra je na£rtovanje same izvedbe vaje v obliki

simulacije. V tej fazi se dolo£i ²tevilo udeleºencev, ki je po navadi majhna skupina (6-8

udeleºencev), £e ºelimo izvajati zelo zahtevne scenarije. Prav tako se dolo£i vsa potrebna

oprema v obliki medicinskih pripomo£kov, ki so potrebni pri simulaciji. Podjetje METI

(Medical Education Technology) proizvaja trenutno najbolj izpopolnjen simulator na
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Slika 2.9: Simator bolnika METI HPS.

trºi²£u. Simulator bolnika METI HPS [61] je simulator ²irokega spektra (Full Scale Sim-

ulator). Zelo nam realno simulira £love²ke �ziolo²ke in pato�ziolo²ke procese. Sestavni

deli simulatorja so lutka v velikosti £loveka, elektronski pnevmatski sistemi in nadzorni

programski paket z ra£unalnikom 2.9. Podjetje METI proizvaja pet razli£ic simulatorjev

bolnika in tako zadovolji razli£ne potrebe uporabnikov:

• METI HPS - Human Patient Simulator,

• METI ECS - Emergency Care Simulator,

• METI BabySim - simulator dojen£ka,

• METI PediaSim - simulator otroka,

• METI i-Stan - brezºi£ni simulator.

HPS je najbolj izpopolnjen simulator iz druºine in bomo v nadaljnjem tekstu ve£i-

noma opisovali njegove funkcije. ECS je simulator, namenjen za speci�£ne simulacije

v nujni medicinski pomo£i. Simulator dojen£ka BabySim predstavlja dojen£ka starega

med 3-6 mesecev. Pediatri£ni simulator otroka PediaSim ima podobne funkcije kot HPS,

le da vizualno predstavlja otroka, starega 6 let. Novost, ki jo ponuja podjetje METI je

brezºi£ni simulator i-Stan, ki ima vse potrebne komponente, integrirane v lutki. Povezava

z nadzornim ra£unalnikom je brezºi£na in je prav tako kot vse ostale verzije simulatorjev

zasnovan modelsko, kar bomo razloºili v naslednjih poglavjih.

Pri visokonivojskih simulacijah je mogo£e uporabljati realne klini£ne monitorje ra-

zli£nih proizvajalcev, kjer se prikazujejo neinvazivni krvni tlak (NIBP), invazivni krvni

tlak, minutni iztis srca (CO), nasi£enost krvi s kisikom (SpO2), pulz, EKG in telesna

temperatura. Uporaba realne medicinske opreme je pomemben faktor med simulacijo, saj

na ta na£in ²e bolj pribliºamo simulacijsko okolje pravim razmeram. Pazljivi moramo biti
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Slika 2.10: Simulator anestezije SimMan - uporaba v endoskopijah.

na potencialne napake na simulatorju, ki lahko posledi£no vodijo v neustrezno edukacijo

[3].

Pri sami izvedbi simulacij ²irokega spektra so lahko prisotni timi razli£nih strok, kot

na primer anesteziologi in kirurgi. Tak²no okolje smo prikazali na sliki 2.10. Problem,

ki se pri tem pojavi, je, da na trºi²£u ni tako kompleksnega simulatorja, ki bi zadovoljil

hkratne potrebe tako kirurgov kot anesteziologov. V takih primerih lahko izvedemo

fuzijo simulatorjev in isto£asno uporabljamo dva popolnoma razli£na simulatorja. Prvi

simulator je klasi£ni simulator bolnika, prikazan na sliki 2.10, drugi simulator pa je

endoskopski simulator, prikazan na sliki 2.11. Na tem podro£ju fuzije simulatorjev je

odprtih mnogo moºnosti za nadaljnje raziskave.

2.2.3 Prednosti uporabe simulatorjev

Tehnologija se v medicinskem delovnem okolju razvija in izpopolnjuje zelo hitro in in-

tenzivno. Razen tehnolo²kega razvoja napreduje tudi znanje, povezano z zdravljenjem

bolnika, diagnostiko in razumevanjem £love²ke �ziologije ter patologije. Tak²no hitro

razvijajo£e se okolje seveda zahteva tudi dodatne izobraºevalne metode ºe v £asu ²olanja,

za kompetentno prihodnje delo zdravstvenega osebja. Prednost uporabe simulatorjev za

ºe zaposleno zdravstveno osebje pa je, da na takem mestu znanje obnavlja, ga nad-
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Slika 2.11: Simulator endoskopskih posegov.

grajuje in predvsem simulira krizne scenarije. Simulacije imajo prednost pred klasi£n-

imi izobraºevalnimi metodami v £asu ²tudija medicinskih ved, saj nam pomagajo bolje

razumevati u£ne snovi. Ne smemo pozabiti najve£je prednosti, da s simulacijami ne

moremo povzro£iti ²kode.

Pri problemsko zasnovanih simulacijah morajo ²tudentje iz problema izlu²£iti znanje,

ki ga potem uporabljajo v praksi. Na sliki 2.12 je prikazano, kako s problemskim

pristopom sku²amo pojasniti Bernoulijev pojav in Venturi u£inek. Prikazana je lev-

itacija ºogice nad sistemom za dovajanje zdravil - inhalatorjem. Razumevanje delovanja

inhalatorjev je klju£nega pomena pri njihovi varni uporabi. Prednost omenjene simu-

lacije je, da se preko nje tudi da razloºiti in povezati z razli£no opremo, kot so Venturi

maske in aspiratorji, ki predstavljajo najve£ uporabljane medicinske pripomo£ke.

Simulacije zagotavljajo v primerjavi s tradicionalnim izobraºevanjem realni trening

v komunikacijskih ve²£inah, vodenju v kriznih razmerah, interakcijo razli£nih timov in

opazovanje ²tudentov, kako so ve²£i pri delu na simulatorju. Prednosti simulacij so

naslednje:

• bolj²i izidi zdravljenja bolnikov in zmanj²anje napak in smrti,

• medicinsko osebje je bolj pripravljeno na redke oziroma nenavadne primere,
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Slika 2.12: Levitacija ºogice med simulacijo delovanja inhalatorja.

• zaradi ustreznega treninga je zdravstveni kader sposoben pove£ati ²tevilo komplek-

snih rizi£nih posegov,

• zdravstveno osebje ima ve£ izku²enj in spretnosti pri rutinskih opravilih,

• v zdravstvenih organizacijah se zmanj²ajo neºeleni ²kodljivi dogodki,

• pove£anje kvalitete ºivljenja,

• zmanj²anje stro²kov v zdravljenju,

• zavarovalnicam se zmanj²ajo stro²ki zaradi potencialnih toºb v primeru napak os-

ebja,

• ²tudentje dobijo �eksibilni ²tudijski na£rt, pove£a se razumevanje in ni ²kode za

bolnike,

• ve£ zdravih delovnih ljudi predstavlja dobitek za celotno druºbo.

2.3 Simulacijski scenariji

Scenariji so navodila, po katerih deluje simulator med izvajanjem urjenja. Odraºajo

bolnikovo stanje, ki se spreminja s £asom ali glede na posege zdravstvenega osebja. V
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Slika 2.13: Mikrosimulacija - Laerdal MicroSim.

njih morajo biti predvideni vsi zapleti in mora biti dan odgovor na vsako intervencijo,

ki jo udeleºenci simulacij izvedejo. Zato predstavlja gradnja scenarijev kompleksen in

dolgotrajen proces. Simulatorji na niºjih nivojih, kot je na primer MicroSim, imajo

scenarije narejene tako, da se potrebna komunikacija izvaja z uporabnikom samo preko

ra£unalni²kega zaslona. Prikaz simulatorja MicroSim je na sliki 2.13.

Laerdalov MicroSim simulator je primeren za u£enje ²tudentov v doma£em okolju saj

si ²tudentje sami usmerjajo u£enje, tako da si izbirajo ºelene scenarije. MicroSim obsega

tri razli£ne verzije:

• prehospitalna obravnava,

• hospitalna obravnava,

• scenariji za vojsko.

Prehospitalna obravnava vklju£uje scenarije s podro£ja nujne medicinske pomo£i.

Posamezni moduli vklju£ujejo:

• dihalne poti in dihanje,

• bole£ina v prsih,

• sr£ni zastoj 1,
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• sr£ni zastoj 2,

• sr£na aritmija 1 (tahikardija),

• sr£na aritmija 2 (bradikardija),

• metaboli£ni zapleti,

• zastrupitve.

Vsak od teh 8 modulov vsebuje po 5 scenarijev. Teºava pri izdelavi simulacij v prehos-

pitalni obravnavi je nenehno obnavljanje smernic. Smernice v nujni medicinski pomo£i

se obnavljajo vsaka 4 leta, zato ima proizvajalec programske opreme zaradi kratkega

£asovnega obdobja teºave pri implementaciji le-teh. Simulator MicroSim ima na primer

²e vedno razmerje med masaºo in vpihi 15:2, medtem ko nove smernice nalagajo novo

razmerje 30:2. Ta dejstva je treba imeti v mislih pri nabavi simulatorja ali pa raziskati,

kako izvajati simulacijo, kljub nekaterim napa£nim protokolom, kar predstavlja izziv pri

na£rtovanju simulacij.

Ve£ina simulacijskih scenarijev v anesteziologiji, urgentni medicini in intenzivni medicini

potrebuje mehanizme, pri katerih simulator reagira na razli£ne terapije in posege. Kar-

diovaskularni in respiratorni sistem se spreminja glede na aplikacije teko£in, plju£na

mehanika se spreminja pri umetni ventilaciji, vsi sistemi pa reagirajo na aplicirana zdrav-

ila. Obstajata dva razli£na pristopa za generiranje teh reakcij simulatorja: modelski in

sekven£ni.

2.3.1 Sekven£no zasnovani scenariji

Sekven£ni pristop je v obliki scenarijev, kjer z mnoºico ukazov simulator postavimo v

ustrezno stanje. Pomik iz enega stanja v drugo se izvede, ko so izpolnjeni pogoji, ki

so dolo£eni v scenariju. Scenariji vsebujejo stanja in intervencije, da simulirajo bolnikov

�ziolo²ki odgovor. Tak²ni simulatorji delujejo po principu �IF THEN� stavkov, saj se, ko

je izpolnjen dolo£en pogoj scenarij pomakne v novo stanje. Prednost take oblike zapisa je

popolnoma ekspliciten in nedvoumen potek scenarija. Vrstni red dogodkov sledi £asovni

sekvenci, zapisani v skriptah. Na primer, laringoskopija, trahealna intubacija in aortno

klemanje.

Slaba stran sekven£no zasnovanih scenarijev je, da ne morejo predvideti vseh moºnih

opcij, ki jih izvede udeleºenec te£aja. Teºava se pojavi prav tako pri aplikaciji zdravil, kjer
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ni mogo£e simulirati ve£kratnih zaporednih bolusov, ki jih na primer aplicira udeleºenec.

Teºava je tudi, kako razvrstiti kardiovaskularne in respiratorne odgovore na te posege.

Laerdel SimMan simulator nudi moºnost integracije dokumentiranih scenarijev na

podro£ju zdravstvene nege v kurikulum. Dvajset scenarijev je pripravljenih za u£enje

osnovnih in naprednih znanj. V scenarijih je vklju£eno zajemanje vitalnih znakov in

obravnave ºivljenjsko ogroºajo£ih komplikacij.

Ker v svetu nara²£a ²tevilo teroristi£nih napadov, je Laerdal v sodelovanju z Univer-

sity of Miami's Gordon Center for Research in Medical Education pripravil 25 scenarijev

za simulator SimMan na 5 modulih: ºiv£ni strupi, eksplozije improviziranih naprav, ra-

diolo²ki strupi, zastrupitve s cianidom in mehurjevci.

Komercialni scenariji za ACLS (Advances Cardio Life Support) na simulatorju Sim-

Man obsegajo 31 scenarijev podprtih z dokumentacijo, ki spremlja te£aj. Pazljivost je

potrebna zaradi dejstva, da je del scenarijev prirejen ameri²kim AHA smernicam (Amer-

ican Heart Association), ki se nekoliko razlikujejo od evropskih ERC smernic (European

Resuscitation Council).

2.3.2 Modelsko zasnovani scenariji

Pri modelsko zasnovanih scenarijih se �ziolo²ka in pato�ziolo²ka stanja modelirajo glede

na matemati£ne ena£be, ki opisujejo procese kardiovaskularnega, respiratornega in nevrolo²kega

sistema. Primer takega modelsko zasnovanega simulatorja je METI HPS, ki ga bomo v

nadaljevanju opisali. Simulator se odziva na zdravila, saj ima vgrajene farmakokineti£ne

in farmakodinami£ne modele. Ti matemati£ni modeli uvr²£ajo simulator v sam svetovni

vrh komercialno dostopnih simulatorjev. Simulatorjeva blokovna shema je prikazana na

sliki 2.14.

Simulator se avtomatsko odziva na neustrezno medikamentno terapijo. Prekora£itve

odmerkov in premajhni odmerki zdravil so ustrezno modelirani in simulator reagira tako,

da se njegovo stanje spreminja, glede na dano zdravilo in odmerek. �ivljenjski znaki

simuliranega bolnika se spreminjajo glede na modele in glede na intervencije ²tudentov, ki

se izobraºujejo na simulatorju. Simulator �zi£no diha kisik in proizvaja pri izdihu ogljikov

dioksid. V anesteziji porablja in izlo£a vdihan du²ikov oksidul ali halotan, en�uran,

izo�uran in sevo�uran v skladu s principi farmakokinetike: absorbcije, redistribucije in

izlo£anja. Koncentracije lahkohlapnih anestetikov, kisika in du²ika v anestezijski dihalni
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me²anici, lahko merimo s klasi£nim anestezijskim aparatom. �e uporabljamo simulator v

intenzivni negi in terapiji, lahko z ventilatorjem merimo deleºe plinov v izdihanem zraku.

Tako za levo kot za desno plju£no krilo lahko posamezno simuliramo upornost, po-

dajnost plju£ in podajnost prsnega ko²a. Simulator se na umetno ventilacijo odziva

simetri£no ali asimetri£no, kot odgovor na unilateralne ali bilateralne spremembe v po-

dajnosti oziroma upornosti dihalnih poti. Pravilna ali nepravilna intubacija se odraºa na

plju£ni sistem s plju£nimi zvoki in z gibanjem prsnega ko²a. Pato�ziolo²ka stanja, kot je

tenzijski pnevmotoraks, ki se ne obravnavajo pravo£asno in ustrezno, se patolo²ko kaºejo

v parametrih, povezanih z respiratornim sistemom. Ventilator pri predihavanju ob£uti ob

sebi bolnika z realnimi enkratnimi volumni, s pretoki in tlaki. Prsni ko² se sinhronizirano

dviga in spu²£a glede na �ziolo²ko ali patolo²ko stanje plju£. Plju£ni sistem reagira na

intravenska zdravila in je odvisen od odmerka, pri tem pa in²truktorju ni treba izvajati

nobene intervencije na nadzorni konzoli.

Plini v arterijski krvi, pH in alveolarni plini se avtomatsko spreminjajo glede na pa-

tologijo in so prikazani na in²truktorskem monitorju. Ogljikov dioksid na koncu izdiha

(EtCO2) je odvisen od predihavanja in ga lahko merimo s kapnografom in kapnogramom.

Med seboj se lahko v simulatorju prepleta spontano dihanje in kontrolirano oziroma asi-

stirano predihavanje glede na �ziolo²ke odgovore. Na primer, lahko se simulira, kako

se bolnik �tepe� z ventilatorjem v primeru, da je priklju£en na ventilator s kontrolirano

ventilacijo in spontano diha. Respiratorni sistem je zmoºen proºiti ventilator v na£inih

asistirane ventilacije, zato se zlahka simulira realno odvajanje od ventilatorja. Zenice

simulatorja reagirajo na svetlobo, o£i pa se odpirajo/zapirajo v skladu s �ziolo²kimi

procesi bolnika. Avtomatski sistem prepozna preko £rtne kodo zdravilo, ki ga mislimo

aplicirati v bolusu, in kot posledico aplikacije dobimo �ziolo²ki odgovor na zdravilo v

odvisnosti od koncetracije le-tega. Za monitoring nevromi²i£ne blokade se uporablja per-

iferni mi²i£ni stimulator, ki stimulira trzaje palca. Desna roka na simulatorju vsebuje

mesto, kjer se priklopijo elektrode perifernega stimulatorja ºivcev. Simulator HPS av-

tomatsko razpozna vzorec, ali gre za enojni trzaj, tetanus ali TOF - Train of Four. Glede

na tip vzorca draºljaja in glede na raven nevromi²i£ne blokade ter tipom nevromi²i£ne

blokade (depolarizirajo£a, nedepolarizirajo£a) simulator avtomatsko generira trzaj palca.

V travmi se simulator najve£ uporablja za simulacijo pnevmotoraksa, torakalne drenaºe

in perikardiocenteze. Te intervencije sproºijo ustrezne spremembe, glede na prej²nje

zdravstveno stanje bolnika. O£i so reaktivne in zenice reagirajo na svetlobo na ta na£in,

da se postavijo na nastavljen premer v mejah od 2 mm do 9 mm. O£i se odpirajo spon-
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Slika 2.14: Modelska zasnova METI HPS simulatorja

tano ali ostajajo zaprte. Ko so o£i zaprte, ²tudent zaradi ocene nevrolo²kega statusa

ro£no odpre o£i.

Igelna perikardiocenteza pomaga odpraviti patolo²ko kardialno tamponado srca. �e

je igla ustrezno zabodena, prite£e perikardialni �uid in izbolj²a se hemodinamika, kot so

polnitev, minutni sr£ni iztis in krvni tlak. �e iglo zabodemo predale£ in pridemo s konico

v desni prekat, opazimo ob£utno pove£anje koli£ine �uida. EKG v prekordialnem odvodu

omogo£a monitoring po²kodbenega vzorca zaradi iritacije srca, £e je igla priklju£ena na

ta EKG odvod. Dekompresija tenzijskega pnevmotoraksa se izvaja v srednji klavikularni

liniji v drugem interkostalnem prostoru. Pravilen poseg sproºi naglo dekompresijo, ki ji

sledi uhajanje zraka in posledi£no izbolj²anje plju£ne mehanike in izmenjave plinov.

Hemodinamski odgovor na aritmije srca je �ziolo²ko natan£no modeliran. Premalo

kisika v sr£ni mi²ici oziroma ishemija miokarda avtomatsko sproºita ustrezne sr£ne ritme

zaradi hipoksemije. Glede na ritem srca se spreminjajo ali izginejo karotidni, brahialni,

femoralni, poplitealni in pedalni pulzi. Pulz se ne tipa, ko sistoli£ni arterijski tlak pade

pod dolo£eno mejo. V primeru travme se pulzi posami£no nastavljajo na speci�£nih

ekstremitetah. Model invazivnega hemodinamskega monitoringa zagotavlja sposobnost

merjenja in monitoringa razli£nih tlakov: tlak v levem in desnem ventriklu, centralni

venski tlak, arterijski tlaki v radialni arteriji, tlak v plju£ni arteriji, zagozditveni tlak v
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plju£ni arteriji in termodilucijski minutni iztis srca.

Za merjenje minutnega iztisa srca se uporablja Swan-Ganzov kateter z merilno metodo

termodilucije. Zagozditveni tlak je mogo£e meriti v plju£ni arteriji z napihovanjem

balona. Vstop v sr£no mi²ico je skozi desno jugularno veno. Minutni iztis srca (CO) se

prikazuje na emulacijskem monitorju in se spreminja v skladu z �ziologijo kardiovasku-

larnega sistema. Vstavljanje Swan Ganzovega katetra je simulirano z ustreznimi oblikami

sprememb tlakov. Kardiovaskularni odziv je na IV zdravila in inhalacijske anestetike in

je odvisen od odmerka in zdravila brez potreb intervencije in²truktorja.

Simulator ima scenarije posameznih klini£nih zapletov zgrajenih po navodilih evropskega

zdruºenja intenzivne medicine ESICM - The European Society of Intensive Care Medicine,

kjer je modelirano ve£ scenarijev v paketu PACT (Patient-centered Acute Care Training).

Rutinski in krizni scenariji

Redni ²tudenti ve£inoma nimajo nobenih ve£jih delovnih izku²enj v klini£nem okolju.

Med ²tudijem se sre£ujejo z ogromno koli£ino informacij, povezanih z zdravili, s posegi,

terapijami in z razli£nimi diagnosti£nimi postopki. Mnoºica informacij je tako velika,

da je njihovo znanje slabo v trenutku, ko za£nejo delati v klini£nem okolju. Uporaba

zdravil in sre£evanje z dolo£enimi patolo²kimi stanji bolnika lahko razdelimo po gaussovi

normalni porazdelitvi. Centralna lekarna nam na primer da podatke o porabi zdravil,

medtem ko nam bolni²ni£ni informacijski sistemi ponujajo informacije o koli£ini diagnos-

ti£nih in terapevtskih postopkov.

Ideja je, da rednim ²tudentom v zadnjih letnikih izobraºevanja ponudimo simulacije

postopkov, ki jih bodo zelo pogosto sre£evali. Na sliki 2.15 smo predstavili to zamisel,

po kateri bi redne ²tudente u£ili stvari, ki spadajo znotraj enkratnega standardnega

odstopanja.

Formalnega u£enja kriznih situacij je malo. Izku²eno zdravstveno osebje nemalokrat

presenetijo dogodki, ki niso speci�£ni. Kako se ti dogodki kon£ajo, je teºko govoriti,

saj pri nas ni vzpostavljena podatkovna baza neºelenih ²kodljivih dogodkov. S simulaci-

jami kriznih situacij pripravimo zaposleno osebje za take primere. Redni ²tudentje bi s

takimi simulacijami dobili preve£ balasta in bi izgubili rde£o nit, potrebno za re²evanje

vsakdanjih postopkov v obravnavi bolnika.

Ideja gradnje scenarijev je predstavljena z zelo poenostavljenim modelom iz klasi£ne

statistike, kjer zaposlenemu osebju ponujamo simulacije postopkov, ki padajo v bo£ne
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redni študenti

zaposleni

zaposleni

redni študenti

zaposleni

zaposleni

Slika 2.15: Ideja izdelave scenarijev za redne ²tudente in ºe zaposleno zdravstveno osebje.

pasove gaussove krivulje z dvakratnim do trikratnim standardnim odstopanjem. Poudar-

iti je treba, da je koncept z gaussovo krivuljo samo zelo groba idejna zasnova, ki pa se je

pri generiranju scenarijev moramo lotiti na drug na£in. Scenariji so namre£ sestavljeni

tako, da simulator prehaja iz enega stanja v drugo stanje, ki se navezuje na prej²nje

stanje, zato moramo upo²tevati pogojne verjetnosti.

Neºeleni ²kodljivi u£inki so dogodki, ki lahko privedejo do smrti bolnika, invalidnosti

ali podalj²anja bolni²ni£nega zdravljenja. Nastanek neºelenega ²kodljivega u£inka nam

prikazuje slika 2.15. Na sliki je Reasonov model nastanka neºelenega ²kodljivega u£inka,

kjer so varovalna podro£ja, ki varujejo pred nevarnostjo ozna£ena z lupinami. Vsaka

lupina ima pomanjkljivosti prikazane z luknjami. Neºelen dogodek se zgodi, ko se luknje

tako poravnajo, da nastane trajektorija, ki privede do nevarnosti. Krizne simulacije nam

pomagajo simulirati tak²ne razmere.

Krizno zasnovane simulacije zahtevajo ustrezne in predvsem pravo£asne oziroma hitre

odlo£itve. Pri na£rtovanju kriznih simulacij upo²tevamo, da se udeleºenci odzivajo pred-

vsem na spremenljivke, ki jih izmerijo klini£ni monitorji [35]. Klini£ni monitorji imajo

vgrajene alarme, ki opozarjajo osebje na nevarnosti. Na sliki 2.17 je prikazana geneza

alarma, ki nastane na klini£nem monitorju. Spremembe v bolnikovem stanju lahko vodijo

v kriti£na stanja, ki ogroºajo ºivljenje. Kljub temu da homeostaza skrbi s �ziolo²kimi pro-

cesi za vzdrºevanje stanja organizma v ustreznih okvirih, so pri kriti£no bolnem bolniku ti

mehanizmi okvarjeni. �kodljivi dogodek (1) se za£ne, ko dolo£ene �ziolo²ke spremenljivke

odstopajo od kriti£nih vrednosti. Tedaj se sproºi alarm na klini£nem monitorju, ki nas

opozarja, da nekaj ni v redu. Zdravstveni delavec mora identi�cirati alarm £im prej. Na
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Slika 2.16: Ideja uporabe Reasonovega modela za gradnjo scenarijev v kriznih simulaci-
jah.

sliki je ta £as ozna£en £asovno z intervalom med (2) in (3). Ni dovolj, da alarm identi�-

ciramo, ampak ga moramo razumeti kot problem, zaradi katerega se je alarm sproºil. Ta

faza je na sliki ozna£ena z oznako (4). Problem se mora nato korigirati oziroma odprav-

iti, kar je ozna£eno s simbolom (5). �e smo problem uspe²no odpravili, se ²kodljivi

dogodek povrne iz nevarnega obmo£ja v varno(6). �e se problem ne odpravi, prihajamo

v obmo£je po²kodb: (7). Intervale v tem nastanku alarma lahko modeliramo z ustrezno

sestavljenim scenarijem za krizne razmere.

2.4 Simulator bolnika Laerdal SimMan

2.4.1 Sistemske lastnosti

SimMan je simulator, ki omogo£a urjenje za razli£na podro£ja, vendar je v osnovi namen-

jen simulacijam v domeni anestezije. Simulirajo se zapleti v kardiovaskularnem sistemu,

respiratornem sistemu in zapleti z dihalnimi potmi. Vzpostavitev in za²£ita dihalnih poti

sta predstavljeni z naslednjimi sistemskimi lastnostmi:

• predihavanje z dihalnim balonom,
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Slika 2.17: Ideja uporabe geneze alarma za gradnjo scenarijev v kriznih simulacijah.

• uporaba ustno ºrelnega in nosno ºrelnega tubusa,

• vstavljanje kombitubusa,

• vstavljanje laringealne maske,

• vstavljanje i-gela,

• trahealna intubacija,

• retrogradna intubacija,

• intubacija z endoskopom,

• igelna konikotomija,

• kirur²ka konikotomija,

• trans trahealna ventilacija,

• bronhoskopija,

• CO2 v izdihanem zraku,

• spontano dihanje in spremenljiva frekvenca dihanja,
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• trizmus, edem jezika, faringealna obstrukcija in laringospazem,

• zmanj²ana gibljivost vratnih vretenc,

• zmanj²ana upornost dihanja,

• pnevmotoraks,

• dekompresija ºelodca,

• torakalna drenaºa.

Simulator ima na desni roki moºnost vstavljanja intravenskih kanil. Ima mesta za sub-

kutano in intramuskularno aplikacijo zdravil. Pulzi se tipajo na levi roki (radialno in

brahialno). Bilateralni pulzi so na femoralni in karotidni arteriji. Pulzi so sinhronizirani

z EKG signalom, njihova jakost je odvisna od vrednosti sistolnega tlaka. Pri padanju

tlaka najprej izginejo na radialni arteriji, nato na brahialni, sledi femoralna in nazadnje

pulz izgine na arteriji karotis. Kardiovaskularni sistem je sestavljen:

• EKG knjiºnica z 200 razli£nih sr£nih ritmov,

• EKG artifakti med masaºo srca,

• de�brilacija,

• elektri£na kardiverzija,

• zunanja elektrostimulacija.

Pri kardiopulmonalnem oºivljanju imamo moºnost preverjanja po protokolu ABC, sim-

ulator lahko ventiliramo in masiramo prsni ko². Krvni tlak se izmeri avtomatsko na

simuliranem monitorju ali z realnim merilcem tlaka Riva Rocci, kjer je avskultacija

sinhronizirana z EKG signalom oziroma s pulzom. Sistoli£ni in diastoli£ni tlak se nas-

tavita posamezno. Avskultacija je mogo£a na srcu, plju£ih in £revesju.

2.4.2 Opis komponent

Glavne komponente simulatorja SimMan so naslednje:

• lutka,
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• kompresor,

• nadzorni ra£unalnik,

• krmilna elektronika: Link Box,

• emulator klini£nega monitorja.

Komponente so med seboj povezane elektri£no in pnevmatsko preko cevi. Nadzorni

ra£unalnik je povezan na komponento, imenovano Link Box, kjer je glavni krmilnik. Iz

Link Boxa vodijo povezave do lutke: cevka za merjenje krvnega tlaka, pulzni oksimeter

in podatkovno vodilo, preko katerega se izvajajo funkcije. Link Box komponenta napaja

lutko, skrbi za daljinsko komunikacijo z dvema daljinskima upravljalcema. Komponenta

predstavlja avdio vhod, tako da lutka na zvo£niku omogo£a verbalno komunikacijo. Link

Box oddaja QRS ton in v njem so generatorji EKG signalov. Nanj je priklju£en emulator

klini£nega monitorja, ki prikazuje simulirane vitalne funkcije. Link Box generira pulze

in detektira de�brilacijo oziroma vrednost elektri£nega toka zunanje elektrostimulacije.

Generirajo se vsi toni za avskultacijo.

Kompresor sluºi za pogon meha spontanega dihanja, za pnevmatski pulz arterije karo-

tis in zaplete dihalnih poti (trizmus, zmanj²ana gibljivost vratnih vretenc, faringealna

obstrukcija, edem jezika). Preko kompresorja se dodaja tudi komprimiran ogljikov diok-

sid, ki simulira izdihani zrak med ekspirijem.

Na sliki 2.18 so prikazane komponente v notranjosti toraksa. Bronhialno drevo ima

realno strukturo. �e se trahealni tubus vstavi pregloboko, kon£a v desnem bronhu.

Poseben meh simulaira dvigovanje prsnega ko²a

V delu abdomna so elektromagnetni ventili, ki krmilijo naslednje sisteme:

• spontano dihanje,

• CO2 v izdihanem zraku,

• podajnost desnega plju£nega krila,

• podajnost levega plju£nega krila,

• pnevmotoraks,

• laringospazem,
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Slika 2.18: Komponente v prsnem delu simulatorja.

• faringealna obstrukcija,

• edem jezika,

• trizmus,

• zmanj²ana gibljivost vratnih vretenc,

• dekompresija ºelodca,

• pulz na karotidi.

2.4.3 Programski paket

Simulator SimMan nadziramo preko osnovnega okna gra�£nega vmesnika, prikazanega

na sliki 2.18. Med potekom programiranega scenarija lahko na tem vmesniku vse funkcije

ro£no nastavljamo. Nastavljajo se funkcije, povezane z dihanjem, EKG signali, avskultaci-

jski zvoki in ostali parametri, ki so ºe bili opisani v predhodnih poglavjih. Programski

paket omogo£a ogromno razli£nih moºnosti upravljanja, mi pa se bomo v nadaljevanju

omejili samo na tiste funkcije, ki so povezane z izdelavo scenarija.

Na sliki 2.19 je prikazan del uporabni²kega gra�£nega vmesnika, na katerem kon-

troliramo dihalne funkcije. Na levi zgornji strani se nastavi frekvenca dihanja (Breathing
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Slika 2.19: Gra�£ni vmesnik simulatorja bolnika SimMan.

Rate), mogo£e pa je z enkratnim klikom na gumb nastaviti odsotnost spontanega dihanja

(Apnea). �e ºelimo, da simulator pri spontanem dihanju izdihuje CO2, odkljukamo polje

�CO2 Exhaled�.

Na tem delu uporabni²kega vmesnika nastavljamo vse funkcije, povezane z avskultacijo.

Nastavljajo se ²umi na srcu, zvoki v £revesju in za vsako posamezno plju£no krilo nas-

tavimo patolo²ke zvoke, povezane z dihanjem. Za avskultacijo so name²£eni zvo£niki

na torzu simulatorja. Pri avskultaciji plju£ imamo na voljo 4 zvo£nike - dva na spred-

nji strani plju£ in dva lateralno. Raven glasnosti avskultacijskih zvokov se nastavlja za

vsako posamezno funkcijo. V tem nadzornem oknu izbiramo preprogramirane govore, ki

jih �govori� simulator.

Na sliki 2.20 so prikazani zapleti pri vzdrºevanju prostih dihalnih poti. Zapleti se

uporabljajo pri simulacijah, kjer je potrebna intubacija bolnika.

Pod oznako a) je ozna£ena aktivna funkcija trizmusa. Simulator v tem trenutku

mo£no stisne zobe skupaj in zmanj²a se gibljivost mandibule. Ta zaplet traja najmanj

3 minute, potem se sprosti. �e ºelimo odpreti usta na ²irino 25 mm, moramo uporabiti

silo 100 N. Edem na jeziku je prikazan pod b), v tem trenutku jezik tako ote£e, da

ni mogo£e videti svetline odprtine v ezofagus. Zaplet traja tri minute in se simulira

pnevmatsko preko elektromagnetnih ventilov. Pod oznako c) je simulacija zmanj²ane

gibljivosti vratnih cervikalnih vretenc. Vratu ni mogo£e pomikati in je pomaknjen v
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Slika 2.20: Simulacija zapletov dihalnih poti.

smeri naprej od nevtralne pozicije. �e ºelimo vrat pomakniti +/- 5 stopinj, moramo

uporabiti silo najmanj 10 N. Faringealna obstrukcija je prikazana na sliki pod oznako

d), kjer posteriorna faringealna povr²ina ote£e v anteriorni del ºrela. Tudi ta simulacija

traja kot prej²nje najmanj 3 minute in je simulirana preko elektromagnetnih ventilov.

Pod oznako f) je zaplet bronhospazma, kjer se lahko zapre posamezna sapnica. Vsako

plju£no krilo se nadzira posamezno.

Plju£a so glede klasi�kacije, ki jo omenjajo Meurs in sodelavci [104], predstavljena kot

£isti mehanski sistem. Ta sistem nima so�sticirane matemati£ne kontrole in edino, kar

lahko vidimo, je gra�£na oblika volumna predstavljena na sliki 2.21. Mehani£ni sistem

plju£ ima podajnost v obmo£ju 10-50 ml/cmH2O, medtem ko je upornost v mejah 2-8

cmH2O/l/min. Med ventilacijo z dihalnim balonom se pri volumnu 300 ml prsni ko²

dvigne za 3 mm. Dvigovanje prsnega ko²a je bilateralno in £e imamo bronhospazem na

eni strani, se drugo plju£no krilo vidno dvigne pri volumnu 200 ml.

Za kontrolo nad inspiracijskimi volumni smo zato v raziskavi [58] dolo£ili korelacijo

med volumni in s prikazom na gra�£nem vmesniku. Kalibracijo smo izvajali s pomo£jo

anestezijskega aparata Primus z vrednostmi med 100 ml in 800 ml.

Od zapletov na srcu so na voljo razli£ne normalne in patolo²ke spremembe elektrokar-

diograma. EKG ritem je v gra�£nem vmesniku razdeljen na: trenutni ritem in ritem na

£akanju. Trenutni ritem se izvaja in ga udeleºenci te£aja vidijo na simuliranem monitorju

ali realnem EKG aparatu. �akalni ritem v trenutku pritiska gumba zamenja trenutni

ritem.

Krvni tlaki se nastavljajo posamezno kot diastolni in sistolni tlak ali pa oba tlaka
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Slika 2.21: Gra�£na predstavitev razli£nih dihalnih volumnov.

spreminjamo simultano. Pri aktivaciji elektromehani£ne disociacije oziroma elektri£ne

aktivnosti brez pulza (EMD/PEA) je EKG signal prisoten, krvni tlaki pa padejo na

ni£elne vrednosti skupaj z dihanjem.

Vmesnik gradnje scenarija je prikazan na sliki 2.22. S tem gra�£nim orodjem ustva-

rimo scenarij ali ga spreminjamo. Simulatano je lahko pognan scenarij in odprt gra�£ni

vmesnik, kar je uporabno pri na£rtovanju in testiranju scenarija. Scenarij je sestavljen

iz okvirjev, kjer so vsebovana stanja spremenljivk (Actions). Pomik iz enega okvirja v

drugi doseºemo s tem ko so izpolnjeni dolo£eni pogoji, ki jih bomo imenovali dogodki

(Events).

2.4.4 Primer scenarija

Simulator Laerdal SimMan je simulator, kjer se scenariji izvajajo po korakih. Gradniki

posameznega koraka so predstavljeni v obliki okvirjev, ki so med seboj vzro£no-posledi£no

povezani. Tak²en deskriptivni na£in izvajanja scenarija se vedno za£ne z okvirjem oz-

na£enim z ni£ (Frame 0). Iz okvirja 0 se pomaknemo v naslednji okvir, ko udeleºenci

izvedejo dolo£en dogodek, ki je pogoj za prehod v naslednji element - okvir. Primer

imamo prikazan na sliki 2.23.

V za£etku scenarija se nahajamo v za£etnem ni£elnem okvirju kjer EKG signal pred-

stavlja stanje s ²iroko ventrikularno �brilacijo. V spodnjem delu so dogodki, ki po-
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Slika 2.22: Vmesnik gradnje scenarija.

 

Slika 2.23: Prikaz sekven£nega scenarija.
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maknejo simulator v naslednje stanje. Ko dvakrat izvedemo de�brilacijo (2 shocks), se

scenarij pomakne iz okvirja ni£ (Frame 0) v okvir 1 (Frame 1), kjer EKG ritem preide

v pred£asno ventrikularno kontrakcijo (Unifocal PVC). Ko smo v ni£elnem okvirju in

£e udeleºenci te£aja ni£ ne napravijo v £asu 45 sekund (FrameTime=45 s), se scenarij

pomakne v drugi okvir (Frame 2), kjer se stanje EKG ritma spremeni v �no ventriku-

larno �brilacijo (V Fibr �ne). �e niso izvedene tri de�brilacije, potem po £asu 30 sekund

preidemo v okvir 3 (Frame 3), kjer se EKG zopet spremeni v asistolijo (Asistole). Pri

treh de�brilacijah pa preidemo v ºe omenjeni okvir 1.

Spremenljivke, ki nastopajo v scenarijih, so zvezne in diskretne. V nadaljevanju

jih bomo podrobneje opisali. V tabeli 2.1 so spremenljivke iz EKG domene. V osnovi

imamo razli£ne EKG ritme, na katere lahko vplivajo motnje iz napetostne mreºe (230

V) ali pa mi²i£ni artifakti motijo simulirani EKG signal. Pri elektromehani£ni disociaciji

(EMD/PEA) je EKG signal prisoten, ni pa prisotnih pulzov ne tlaka.

Ime spremenljivke Tip Vrednosti

(domena EKG) spremenljivke

EKG artifakt nominalna Brez, Mi²i£ni, Mreºa

QRS kompleks nominalna A, B, C, D, E, F, G

EKG ritem nominalna Sinus, A.tach, A.�utt, A.�b,

V.tach, Torsades des pointes,

V.�b very coarse, V.�b coarse,

V.�b standard, V.�b �ne,

V.�b very �ne, Junct, Idiov,

Asystole, Agonal, V.standstill,

AVB �rst degree, AVB second degree,

AVB third degree, Pacemaker

EMD/PEA nominalna No change, No EMD/PEA,

EMD/PEA

Extrasystole Rate kategori£na No change, 2, 5, 10,

15, 20, 30, bigem

Extrasystole nominalna Unifocal PVC, PVC RonT,

Coupled PVC, Multifocal PVC,

PAC, PJC

Delay numeri£na Delay before activation (min:sec)

Heart Rate (HR) numeri£na Range HR=10-200 step=2
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Tabela 2.1: Spremenljivke iz domene EKG.

V tabeli 2.2 so spremenljivke, ki predstavljajo zvoke na srcu, plju£ih in £revesju.

Zvoki na plju£ih se nastavljajo za vsako posamezno plju£no krilo posebej. Vse na²tete

zvoke lahko s stetoskopom poslu²amo na torzu simulatorja.

Ime spremenljivke Tip Vrednosti

(domena Avskultacija) spremenljivke

Srce nominalna No change, Normal, Aortic stenosis,

Austin Flint murmur, Friction Rub,

Mitral Valve Prolapse,

Diastolic Murmur,Systolic Murmur,

OS70

(Opening snap of Mitral Stenosis),

Plju£a nominalna No change, Normal, Crackles,

Gurgling Rhonchi, Plural Rub

Pneumonia, Rhonchi,

Stridor, Wheezes

�revo nominalna Normal, Normal Bowel 20 Year old,

Normal Bowel 60 Year old,

Chron Disease, Diarrhea,

Hypereactive, Hypoactive,

Hypereactive Bowel 16 Year Old,

Hypoactive Bowel Codeine,

Hypoactive Bowel Postop,

Hypoactive Bowel Preop,

Irratable Bowel Syndrome,

Ulcerative Colitis, Borborygmus

Tabela 2.2: Spremenljivke iz domene avskultacije.

Spremenljivke, ki nastopajo v domeni krvnega tlaka, so prikazane v tabeli 2.3. Tako

sistoli£ni kot diastoli£ni tlak sta numeri£ni spremenljivki, medtem ko je avskultacijska

reºa kategori£na spremenljivka.
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Ime spremenljivke Tip Vrednosti

(domena Krvni tlak) spremenljivke

Sistoli£ni numeri£na Range Sys=90-300 step=2

Diastoli£ni numeri£na Range Dia=0-110 step=2

Korotkof volume numeri£na Range Korotkof=0-10 step=1

Auscultation Gap kategori£na No Change, No Gap, Gap

Tabela 2.3: Spremenljivke iz domene krvnega tlaka.

V tabeli 2.4 so predstavljene spremenljivke, ki nastopajo v domeni de�brilacije ali

elektrostimulacije. �tevec, ki resetira ²tetje de�brilatorskih sunkov je ozna£en kot: Clear

Shock Count. Pri elektrostimulaciji (Pacing) nastavljamo prag med 20 in 200 mA kot

vrednost u£inkovitega elektri£nega toka.

Ime spremenljivke Tip Vrednosti

(domena De�brilacija) spremenljivke

Clear Shock Count kategori£na Reset

Pacing kategori£na Enable, Ignored

Treshold numeri£na Range Current=20-200 mA, step=20

Auscultation Gap kategori£na No Change, No Gap, Gap

Tabela 2.4: Spremenljivke iz domene de�brilacije.

V tabeli 2.5 so trendi spreminjanja spremenljivk klini£nega monitorja. Maksimalne in

minimalne vrednosti nastavljamo z namenom omejiti scenarij z najniºjimi in najvi²jimi

vrednostmi, saj za£etna vrednost v scenariju ni vedno znana.

Ime spremenljivke Tip Vrednosti

(domena Trend) spremenljivke

SpO2 numeri£na Min=0, Max=10 step=1

CO2 numeri£na Min=0.0, Max=150.0 step=1

Temp numeri£na Min=20.0, Max=45.0 step=0.2

BP Sys numeri£na Min=0, Max=300 step=1

BP Dia numeri£na Min=0, Max=300 step=1

HR numeri£na Min=0, Max=300 step=1

BR numeri£na Min=0, Max=40 step=1

CO numeri£na Min=0.0, Max=12.0 step=0.1

CVP numeri£na Min=0.0, Max=20.0 step=0.1

Tabela 2.5: Spremenljivke klini£nega monitorja vitalnih funkcij.



60 POGLAVJE 2. SIMULACIJE V MEDICINI

Spremenljivke dihalnih poti (Airway) so zapisane v naslednji tabeli 2.6. Ve£ina teh

spremenljivk je kategori£nih dihotomnih spremenljivk, ki predstavljajo aktivno ali neak-

tivno stanje dolo£enih zapletov, kot so trizmus, edem jezika, faringealna obstrukcija in

podobno.

Ime spremenljivke Tip Vrednosti

(domena Airway) spremenljivke

Trizmus kategori£na Yes, No

Tongue Edema kategori£na Yes, No

Pharingeal obstruction kategori£na Yes, No

Decreased range kategori£na Yes, No

of motion

Laringo Spasm kategori£na Yes, No

Right Pnevmothorax kategori£na Yes, No

Left Pneumothorax kategori£na Yes, No

Right decreased kategori£na Yes, No

lung compliance

Left decreased kategori£na Yes, No

lung compliance

Breathing Rate numeri£na Range BR=0-40 step=2

Vocal sound kategori£na Start.Sound, Stop.Sound,

Sound.1, Sound.2,...

Sound interval numeri£na Range Sound=0-999 sec step=1

Sound number numeri£na Range Number=0-20

Tabela 2.6: Spremenljivke iz domene dihalnih poti.

V predhodnih tabelah smo predstavili vse spremenljivke, ki jih vsebuje simulator

SimMan. Vsi ti koraki nastopajo v scenariju, vendar ni nujno, da naenkrat. Paziti

moramo na za£etne prednastavljene vrednosti v scenariju.

�tudije kaºejo, da se bodo ²tudenti v izobraºevalnem procesu, podprtim z najsodob-

nej²o tehnologijo, bolje usposobili za prakso in delo v okolju modernega zdravstvenega

varstva [24, 101]. S simulacijami ²tudenti vadijo in preizku²ajo razli£ne scenarije, ne da bi

pri tem ²kodovali bolnikom. S tem da sprejemajo tveganja in odlo£itve, ²tudenti razvijajo

sposobnost kriti£nega mi²ljenja, ki ga bodo potrebovali kasneje pri opravljanju poklica.

Poleg tega pa bodo ²tudenti, ki prakticirajo postopke na ra£unalniku, samozavestnej²i,

ko se bodo zna²li pred resni£nim bolnikom. U£enje, ki temelji na izku²njah, pridobljenih
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iz simulacij, omogo£a u£enje v globino, kar je v dana²njem £asu izrednega pomena.

Simulacijski pristop je ²tartna to£ka za poglobljeno razumevanje �ziolo²kih procesov, ki

potekajo v £love²kem telesu. Simulacije tako zapolnijo podrobnosti ter vrzeli in ponudijo

celovito sliko v razumevanju delovanja £love²kega organizma. Potrdijo in raz²irijo za-

£etna oziroma osnovna razumevanja, pridobljena s klasi£nim u£nim pristopom, hkrati pa

kvantizirajo mnoge alternative. �tudent lahko namre£ sam raziskuje, kako spreminjanje

veli£in vpliva na odgovore £love²kega telesa.

Za izdelavo scenarijev je potrebno osnovno znanje o delovanju simulatorjev in o sim-

ulacijskem okolju, ki smo ga predstavili. Modelsko zasnovan simulator, kot je METI

HPS, ima vse modele ºe vgrajene v programski opremi. Simulator Laerdal SimMan, za

katerega bomo razvijali metodologijo gradnje scenarijev, pa ima sekven£no zasnovano de-

lovanje. Metoda gradnje scenarijev tako predstavlja zelo kompleksen postopek. Za redne

²tudente smo imeli v mislih rutinske scenarije, za izredne ²tudente oziroma ºe zaposleno

zdravstveno osebje pa so primerni krizni scenariji.
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Poglavje 3

Teorija verjetnostnih mreº in

verjetnostni ra£un

Tematika Bayesovih verjetnostnih mreº je v slovenskem prostoru slabo zastopana v

u£benikih. �e najve£ je najdemo v u£beniku profesorja Kononenka (Strojno u£enje)

in nekaj v u£beniku profesorja Nikole Guida (Umetna inteligenca). Zaradi tega smo

se odlo£ili nekoliko raz²iriti teoreti£na izhodi²£a, ki smo jih opisali v tem tretjem in v

naslednjem £etrtem poglavju. Vsebine so povzete po dveh tujih u£benikih [49, 48] in so

namenjene bralcem, ki se bodo ukvarjali z Bayesovimi mreºami v svojem delu.

3.1 Verjetnostne mreºe

Verjetnostne mreºe so gra�£ni modeli (vzro£nih) interakcij med mnoºico spremenljivk,

kjer so spremenljivke predstavljene v obliki vozli²£ grafa, interakcije med njimi pa kot

povezave med vozli²£i. Odvisnosti med posameznimi spremenljivkami ozna£ujejo usmer-

jene povezave. Tako na primer kateri koli par nepovezanih/nesosedskih spremenljivk v

grafu indicira (pogojno) neodvisnost med tema spremenljivkama, predstavljenima z vo-

zli²£i v dolo£enih okoli²£inah, ki jih lahko preberemo iz grafa. Verjetnostne mreºe torej

zajemajo mnoºico (pogojnih) odvisnosti in neodvisnosti, ki se nana²ajo na spremenljivke,

predstavljene v vozli²£ih [49].

Gra� so se izkazali kot zelo intuitiven na£in predstavitve odvisnih in neodvisnih izjav

in tako predstavljajo odli£en model za komunikacijo in diskusijo o odvisnih in neodvisnih

relacijah med problemskimi spremenljivkami v dolo£eni domeni. Velik in zelo pomemben

63
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Slika 3.1: Razli£ni razredi grafov.

razred predpostavk o odvisnih in neodvisnih relacijah, izraºenih v faktorizirani pred-

stavitvi porazdelitev verjetnosti produkta se lahko predstavi v strnjenem in u£inkovitem

razredu grafov, de�niranih kot acikli£ni usmerjeni gra� (acyclic directed graphs - DAG).

Shema 3.1 prikazuje razli£ne razrede grafov in njihovo taksonomijo [49].

Veriºni gra� so generalizacija DAG grafov, ki je sposobna predstavitve ²ir²ega razreda

odvisnih in neodvisnih predpostavk [57, 68]. Ta dodatna izrazna mo£ signi�kantno

pove£uje semanti£no kompleksnost, pri kateri so speci�kacije faktorjev produkta ver-

jetnosti mnogo manj intuitivne. Kljub njihovi izraziti mo£i so prav zaradi slednjega

pridobili zelo malo pozornosti kot prakti£ni modeli za sisteme za podporo odlo£anja [49].

Verjetnostne mreºe lahko razloºimo kot predstavitve �mehkih� vzro£no-posledi£nih

pravil, ki so v nasprotju s standardnimi sistemi, osnovanimi na pravilih. Verjetnostne

mreºe so sposobne deduktivnega in abduktivnega sklepanja, kot tudi medvzro£nega (in-
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Slika 3.2: Vzro£na mreºa ne podpira samo vzro£nega in diagnosti£nega sklepanja temve£
tudi medvzro£no sklepanje (eliminiranje hipoteze)

tercausal) sklepanja. Deduktivno sklepanje (v£asih obravnavano kot vzro£no sklepanje)

sledi usmerjenosti med vzro£nimi povezavami spremenljivk modela; na primer ob ved-

nosti, da je oseba prehlajena, lahko (z veliko verjetnostjo) sklepamo, da ima vro£ino in

smrkav nos (glej shemo 3.2). Abduktivno sklepanje (v£asih obravnavano kot diagnosti£no

sklepanje) sledi v nasprotnem redu vzro£nih povezav; na primer opaºanje, da ima oseba

smrkav nos, predstavlja podporno gotovost za ali prehlad ali alergijo, kjer obe moºnosti

predstavljata pravilno diagnozo.

Lastnost v verjetnostnih mreºah, ki omogo£a inferenco in se razlikuje od drugih

paradigem verjetnostnega sklepanja, je medvzro£no (intercausal) sklepanje: Pridobitev

dane gotovosti (evidence), ki podpira izklju£no eno hipotezo (ali podmnoºico hipotez),

namre£ avtomatsko vodi v zmanj²anje gotovosti nepodprtih konkuren£nih hipotez. Ta

lastnost se pogosto navaja kot efekt eliminiranja razlage (explaining away e�ect). Na

primer na shemi 3.2 obstajata dva konkuren£na vzroka smrkavega nosu (alergija in

prehlad). Z opazovanjem vro£ine kot mo£ne gotovosti vzroka za prehlad se na²e za-

upanje v vzrok kot alergijo postopoma manj²a (razlaga je eliminirana z opazovanjem

vro£ine). Zmoºnost verjetnostnih mreº, da avtomatsko izvajajo tak²na medvzro£na

sklepanja, predstavlja klju£ni doprinos za njihovo sklepanje [49].

Pogosto gra�£ni vidik verjetnostnih mreº navajamo kot kvalitativen vidik, njihov nu-

meri£ni - verjetnostni del pa kot kvantitativen. V teoreti£nem delu doktorske naloge

nadaljujemo z opisom teorije modela, ki ga uporabljamo v razviti metodologiji. Najprej

se posve£amo razlagi kvalitativnega vidika verjetnostnih mreº, ki izhaja in razreda grafov

DAG. V teh gra�h predstavljajo vozli²£a naklju£ne spremenljivke, odlo£itvene spre-

menljivke ali funkcije koristi. Usmerjene povezave med vozli²£i predstavljajo neposredne

odvisnosti, informacijske ovire ali domene funkcij koristi. Nato v naslednjem poglavju

opi²emo kvantitaviven vidik, ki izhaja iz verjetnostne teorije, nakar oboje zdruºimo v ra-
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zlagi modela Bayesovih mreº in diagramov vpliva. Problem in teoreti£no ozadje sklenemo

z nekaj primeri uporabe Bayesovih mreº v domeni medicine.

3.1.1 Gra� in gra�£ni modeli

V nadaljevanju podajamo matemati£ne formulacije grafov, povzetih po [49]. Graf je

de�niran kot par G = (V,E), kjer je mnoºica V kon£na mnoºica lo£enih vozli²£ in

E ⊆ V ×V mnoºica povezav grafa. Urejen par (u, v) ∈ E predstavlja usmerjeno povezavo

od vozli²£a u do vozli²£a v, pri £emer obravnavamo u kot star²a (parent) vozli²£a v in v

kot otroka (child) vozli²£a u. Mnoºici star²ev in posameznega s pa(v) in ch(v).

Pogosto uporabljamo intuitiven zapis u → v za (u, v) ∈ E (ali le u → v, £e je G

samoumeven). �e (u, v) ∈ E in (v, u) ∈ E, potem je povezava med u in v neusmerjena

povezava, kar ozna£imo z u − v (u − v). Za katero koli povezavo u → v ali v ← u ali

v − u se uporablja zapis u ∼ v, kar z drugimi besedami pomeni, da sta u in v povezani

v grafu G.

�e E ne vsebuje neusmerjenih povezav, potem je G usmerjen graf, £e velja obratno

govorimo o neusmerjenem grafu. Kot smo ºe omenili, za verjetnostne mreºe niso potrebni

me²ani gra�, zato se v tem delu ne bomo ukvarjali z njimi.

Pot 〈v1, v2, . . . vn〉 je zaporedje lo£enih vozli²£, tako velja vi ∼ vi+1 za vsak i =

1, . . . , n − 1; dolºina poti je de�nirana kot n − 1. Pot je usmerjena, £e velja v → vi+1

za vsak i = 1, . . . , n− 1; vi, poimenovan kot predhodnik vj , in vj naslednik vj za j > i.

Mnoºica predhodnikov (ancestors) in naslednikov (descendans) v ozna£imo kot an(v) in

de(v). Mnoºica nd(v) = V \de(u) ∪ v se imenuje mnoºica nenaslednikov v. Predhodna

mnoºica (ancestral set) An(U) ⊆ V mnoºice U ⊆ V grafa G ∈ (V,E) je mnoºica vozli²£

U ∪
⋃
u∈U an(u).

Pot 〈v1, v2, . . . vn〉 od v1 do vn v neusmerjenem grafu G = (V,E) je blokirana (blocked)

z mnoºico S ⊆ V , £e v1, . . . , vn−1 ∩ S 6= ∅. Podoben, vendar nekoliko zapleten koncept,

velja za poti v DAG, ki ga bomo obravnavali kasneje.

Graf G = (V,E) je povezan, £e za kateri koli par u, v ⊆ V obstaja pot 〈u, . . . , v〉 v G.
Povezan graf G = (V,E) je polidrevo (polytree), £e za kateri koli par u, v ⊆ V obstaja

unikatna pot 〈u, . . . , v〉 v G.

Cikel je pot 〈u, . . . , v〉, ki ima dolºino, ve£jo od 2, z izjemo v1 = vn; usmerjen cikel

jasno izhaja iz de�nicije. Usmerjeni graf brez ciklov se imenuje acikli£ni usmerjeni graf ali
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Slika 3.3: (a) Acikli£ni usmerjeni graf DAG, (b) moralizirani graf.

DAG, kot smo ºe navedli. Neusmerjeni graf G, ki nastane z zamenjavo vseh usmerjenih

vozli²£ z neusmerjenimi, se imenuje skeleton grafa G.

Naj bo G = (V,E) DAG. Neusmerjeni graf Gm = (V,Em), kjer je EM = {(u, v) | u
in v sta povezani ali imata skupnega otroka v G}, se imenuje moral graf grafa G.

Gm grafaG dobimo tako, da najprej dodamo neusmerjene povezave med pare nepovezanih

vozli²£, ki si delijo skupnega otroka in potem zamenjamo vse usmerjene povezave z

neusmerjenimi povezavami (glej shemo 3.3).

Gra�£ni modeli

Na strukturni ali kvalitativni ravni so modeli verjetnostnih mreº gra�, katerih vozli²£a

predstavljajo spremenljivke in uporabne funkcije, povezave med njimi pa razli£ne vrste

relacij med njimi.

Spremenljivke

Spremenljivka predstavlja mnoºico nezdruºljivih dogodkov (medsebojno izklju£ujo£ih),

ki se nana²ajo na domeno spremenljivke. Domene spremenljivk bodo v doktorskem delu

razli£na podro£ja v okviru simulacijskih scenarijev, kot na primer elektrokardiogram,

avskultacija in monitoring. Dogodke pogosto poimenujemo kot stanja, vrednosti, izbire,

opcije itn. Domena spremenljivke je lahko diskretna ali zvezna, pri £emer je zaloga

vrednosti v diskretnih primerih vedno zvezna [49].



68POGLAVJE 3. TEORIJA VERJETNOSTNIH MRE� IN VERJETNOSTNI RA�UN

Primer: Naslednji seznam sestavljajo primeri domene spremenljivk:

• {F, T}

• krvnaskupinaA, krvnaskupinaB, krvnaskupinaAB

• 2, 4, 6, 8, 10

• −6.5, 0, 6.1, 12.6

• < 0, 0− 10, > 10

• −∞,∞

kjer F in T predstavljata �false� in �true�.

V raziskovalnem delu bomo uporabljali velike £rke za poimenovanje spremenljivk in

mnoºic spremenljivk in male £rke za dolo£itev dolo£ene vrednosti spremenljivke. Tako

X = x lahko predstavlja dejstvo, da spremenljivka X vsebuje vrednost x ali dejstvo,

da mnoºica spremenljivk X = (X1, . . . , Xn) vsebuje vektor vrednosti x = (x1, . . . , xn).

Z dom(X) bomo ozna£evali domeno od X, kjer ‖X‖ =| dom(X) | predstavlja ²tevilo

moºnih razli£nih vrednosti X. �e je X = (X1, . . . , Xn), potem dom(X) predstavlja

kartezi£ni produkt domen spremenljivk v X. Zapisano formalno:

dom(X) = dom(X1)×, . . . ,×dom(Xn),

pri £emer je ‖X‖ =
∏
i ‖Xi‖. Za dve mnoºici spremenljivkX in Y bomo zapisali dom(X∪

Y ) ali dom(X,Y ) za dolo£itev dom(X)× dom(Y ). �e z ∈ dom(Z) potem z zx ozna£imo

projekcijo z na dom(X), pri £emer je X ∩ Z = ∅.

Primer: Predpostavimo, da je dom(X) = {T, F} in dom(Y ) = { rde£a, zelena,

modra }. Potem je dom(X,Y ) = { (F, rde£a), (F, zelena), (F, modra), (T, rde£a), (T,

zelena), (T, modra) }. Za z = {F,modra} dobimo zx = F in zy = modra.

Naklju£ne spremenljivke in odlo£itvene spremenljivke

V osnovi poznamo dve kategoriji spremenljivk. Spremenljivke, ki predstavljajo naklju£ne

dogodke in spremenljivke, kar predstavlja izbiro, ki jo dolo£i uporabnik. V prvem

primeru govorimo o tako imenovanih naklju£nih spremenljivkah, v drugem pa imenu-

jemo spremenljivke odlo£itvene spremenljivke. Pri tem je treba povedati, da so naklju£ne
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spremenljivke v nekaterih primerih funkcijsko odvisne od drugih spremenljivk; v takem

primeru jih imenujemo deterministi£ne (naklju£ne) spremenljivke. V£asih je pomembno,

da lo£imo prave naklju£ne spremenljivke od deterministi£nih, a kjer to ni pomembno,

bomo obe vrsti spremenljivk imenovali kar naklju£ne spremenljivke. Identi�ciranje teh

spremenljivk v domeni pri tem ni nujno najpreprostej²i problem [49].

Vozli²£a in spremenljivke

Zapis spremenljivk in vozli²£ je pogosto ekvivalenten v primerih modelov mreº, ki ne

vsebujejo odlo£itvenih spremenljivk in funkcij koristi (Bayesove mreºe). Pri modelih,

ki uporabljajo odlo£itvene spremenljivke in funkcije koristi (Diagrami vpliva), pride v

po²tev razlikovanje med njim, ker vozli²£e ne vsebuje nujno spremenljivke.

Za zapis vozli²£ bomo v nalogi uporabljali male tiskane £rke u, v, w (v£asih tudi

α, β, γ . . . ), za zapis mnoºice vozli²£ pa velike £rke U, V,W . �e vozli²£e vsebuje spre-

menljivko bomo to ozna£ili z indeksom, na primer Xv, kar pomeni, da vozli²£e v vsebuje

naklju£no spremenljivko X. Podobno velja tudi za druge vrste entitet. Z Xpa(v) bomo

ozna£ili uporabno funkcijo v vozli²£u v, ki je de�nirana nad mnoºico naklju£nih ali od-

lo£itvenih spremenljivk [49].

Zapis vozli²£/spremenljivk

Pri zapisu terminologije za klasi�kacijo vozli²£ ali spremenljivk bomo uporabljali shemo

opisano v nadaljevanju. Kot smo ºe zapisali, obstajajo trije glavni razredi vozli²£ v ver-

jetnostnih mreºah, naklju£ne in odlo£itvene spremenljivke ter funkcije koristi. To bomo

ozna£evali kot kategorija vozli²£a. Sama vozli²£a lahko pri tem vsebujejo diskretne ali

zvezne vrednosti, kar bomo ozna£ili kot vrsto vozli²£a, pri naklju£nih in odlo£itvenih

spremenljivkah pa bomo v delu razlikovali tudi med nominalnimi, boolovimi in numer-

i£nimi spremenljivkami. Pri tem bomo za zapis vozli²£ uporabljali gra�£ne simbole, ki se

navezujejo na kategorijo in vrsto spremenljivke. Na shemi 3.4 so predstavljene kategorije

in vrste spremenljivk ter ustrezni gra�£ni simboli za predstavitev vozli²£a spremenljivke

v mreºi [49].

Tabela 3.1 predstavlja pregled nad zapisom spremenljivk v verjetnostnih mreºah, ki

ga uporabljamo v raziskovalnem delu. V zgornjem delu je zapis za oznake vozli²£, v

srednjem spremenljivk in v zadnjem funkcij.
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SPREMENLJIVKA/
VOZLIŠČE

diskretna

zvezna

NAKLJUČNA

kategorična

boolova

nominalna

intervalna

OZNAKA

kategorična

boolova

nominalna

intervalna

diskretna

zvezna

ODLOČITEV

diskretna

zvezna

KORISTNOST

Slika 3.4: Taksnonomija vozli²£/spremenljivk.

S,U, V,W mnoºica vozli²£

V mnoºica vozli²£ modela mreºe

V4 podmnoºica V , ki vsebuje diskretne spremenljivke

Vr podmnoºica V , ki vsebuje zvezne spremenljivke

u, v, w, . . . vozli²£a

α, β, γ, . . . vozli²£a

X,Yi, Zj spremenljivke ali mnoºica spremenljivk

XW podmnoºica spremenljivk, ki ustreza mnoºici vozli²£ W

Xu, Xα spremenljivke, ki ustrezajo vozli²£u u in α

x, yi, zj kon�guracije/stanja spremenljivke (mnoºice spremenljivk)

xy projekcija kon�guracije x na dom(Y )

XC mnoºica naklju£nih spremenljivk modela

XD mnoºica odlo£itvenih spremenljivk modela

X4 podmnoºica diskretnih naklju£nih spremenljivk X

Xr podmnoºica zveznih naklju£nih spremenljivk X

U mnoºica funkcij koristi

VU podmnoºica V , ki predstavlja funkcije koristi

u(X) funkcija koristi u ∈ U z domensko spremenljivko X

Tabela 3.1: Zapisi spremenljivk v verjetnostnih mreºah.
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3.1.2 Gotovost

Klju£ inference (verjetnostnega sklepanja) pri verjetnostnih mreºah je izra£un posteriorne

verjetnosti po obliki P (x | ε), kjer na splo²no z ε ozna£ujemo gotovost (evidence), z

drugimi besedami informacijo, pridobljeno iz zunanjih virov o moºnih stanjih/vrednostih

podmnoºice spremenljivk mreºe. Za diskretno mnoºico gotovih spremenljivk X velja, da

se gotovost pojavi v obliki pogojnega verjetja (likehood distribution) nad spremenljvikami

X.; pogosto to poimenujemo funkcija gotovosti (evidence function) ali potencial za X.

Funkcija gotovosti εX za X je funkcija, ki slika εX : dom(X) −→ R+. Pri zveznih

naklju£nih spremenljivkah mnoºice Y funkcija gotovosti εY slika εY : Y −→ R+.

Primer: �e je dom(X) = {x1, x2, x3}, potem je εX = {1, 0, 0} funkcija gotovosti, ki
pravi, da se bo X zgodil z verjetnostjo X = x1. �e je εX = {1, 2, 0}, potem sledi, da je

X = x2 dvakrat verjetnej²i kot X = x1, pri £emer se X = x3 ne zgodi.

Funkcija gotovosti, ki priredi ni£elno verjetnost vsem moºnim stanjem spremenljivke,

razen enemu, se imenuje mo£na gotovost (hard evidence). V drugih primerih imamo

opravka s ²ibko funkcijo gotovosti (soft evdience). Mo£na gotovost spremenljivke X se

pogosto navaja kot opazovanje X. V splo²nem velja, da je mo£na funkcija gotovosti

poseben primer ²ibke funkcije gotovosti. V zgornjem primeru je prvi primer funkcije

mo£na gotovost, v drugem pa gre za ²ibko. Kjer to ni potrebno, bomo v delu ²ibko ali

mo£no gotovost navajali kot gotovost [49].

3.1.3 Tok informacij v vzro£nih mreºah

Usmerjen acikli£ni graf (DAG) modela Bayesove mreºe je kompaktna gra�£na pred-

stavitev odvisnih in neodvisnih lastnosti skupne verjetnostne porazdelitve (porazdelitve

verjetnosti produkta). V tem podpoglavju bomo predstavili pravila pretoka informacij v

DAG, pri £emer predstavlja vsaka povezava vzro£ni mehanizem; na primer prehlad −→
vrocina predstavlja dejstvo, da je prehlad vzrok za vro£ino. Skupno te lastnosti de�ni-

rajo kriterij za razumevanje odvisnosti in neodvisnosti, kar je kodirano v tak²nih vzro£nih

mreºah.

Za opis si bomo pogledali naslednji primer, ki ga bomo navajali v prihodnje.

Primer: (Vlom ali potres [39]) G. Holmes dela v pisarni, ko dobi telefonski klic

svojega soseda dr. Watsona. Ta mu pove, da se je sproºil alarm. Prepri£an, da je

vlomilec vdrl v njegovo hi²o, g. Holmes pohiti k avtu in se odpelje domov. Na poti



72POGLAVJE 3. TEORIJA VERJETNOSTNIH MRE� IN VERJETNOSTNI RA�UN

Slika 3.5: Vzro£na mreºa za primer vloma in potresa ([39])

domov poslu²a radio in sli²i novice, kjer povedo, da se je v bliºini zgodil majhen potres.

V vednosti, da se alarm lahko vklopi zaradi potresa, se g. Holmes vrne na delovno mesto.

Vzor£na mreºa, ki predstavlja situacijo, je predstavljena na shemi 3.5. Mreºa vse-

buje vseh 5 relevantnih naklju£nih spremenljivk (vse spremenljivke so dvoji²kega tipa).

Poudarimo, da so vse povezave vzro£ne; vlom in potres lahko povzro£ita alarm, potres

lahko povzro£i, da so novice na radiu, in alarm lahko povzro£i, da dr. Watson pokli£e g.

Holmesa [39].

Skupno ²tevilo odvisnih in neodvisnih stavkov med spremenljivkami (povezani pari

spremenljivk preko enega vozli²£a v odvisni ali neodvisni relaciji) v mreºi je 53, kar nam

pove, da tudi majhne verjetnostne mreºe kodirajo veliko ²tevilo medsebojno (ne)odvisnih

stavkov. V srednje velikih ali velikih mreºah je takih stavkov lahko ve£ tiso£ ali celo

milijon.

Za branje tak²nih stavkov iz DAG je zelo u£inkovito, £e upo²tevamo vsako moºno os-

novno vrsto povezave v DAG. Iz sheme 3.5 lahko razberemo tri tak²ne razli£ne povezave:

• Zaporedna povezava

� Vlom −→ alarm −→ klic dr. Watsona

� Potres −→ alarm −→ klic dr. Watsona

• Divergentna povezava

� Alarm ←− potres −→ novice na radiu

• Konvergentna povezava
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Slika 3.6: Zaporedna povezava brez mo£ne gotovosti

� Vlom −→ alarm ←− potres

V nadaljevanju si bomo pogledali vsako vrsto relacije posebej in razloºili njihovo

zmoºnost za prenos informacije pri podani gotovosti (evidence) v spremenljivki sredinskega

vozli²£a in v primeru, ko te gotovosti ni. Izpeljali bomo splo²no pravilo za branje odvisnih

in neodvisnih stavkov iz DAG, glede na tip povezave. Videli bomo, da bistveno lastnost,

moºnost medvzro£nega sklepanja v verjetnostni mreºi (eliminacija hipoteze), omogo£a

konvergentna vrsta povezave.

Zaporedna povezava

Vzemimo primer zaporedne povezave na shemi 3.5. Upo²tevati moramo dva primera

in sicer primer kon�guracije povezave s prisotnostjo mo£ne gotovosti v sredinski spre-

menljivki Alarm in primer brez nje.

Najprej predpostavimo, da nimamo znanja o vrednosti in stanja spremenljivkeAlarm.

V primeru gotovosti o V lomu se bo verjetnost v spremenljivko Alarm pove£ala, kar bo

povzro£ilo tudi pove£anje verjetnosti v spremenljivko Klic dr. Watsona. Velja tudi

nasprotno: £e bomo pridobili zunanjo informacijo o spremenljivki Klic dr. Watsona bo

to pove£alo verjetnost v Alarm, kar bo vplivalo tudi na ve£jo verjetnost spremenljivke

V lom.

Dokler torej ne bomo zagotovo vedeli stanja spremenljivke Alarm, bo informacija o

V lomu preko spremenljivke Alarm vplivala na verjetnost Klic dr. Watsona in obratno.

Situacija je prikazana na shemi 3.6, kjer pu²£ici kaºeta, da se gotovost lahko prena²a

preko sredinskega vozli²£a, dokler nimamo gotovega in dolo£enega znanja o vrednosti

spremenljivke v sredinskem vozli²£u.

Predpostavimo, da imamo gotovo znanje o vrednosti spremenljivke Alaram. Z dano

gotovostjo o sproºitvi Alarma bomo dosegli, da katera koli informacija o stanju spre-

menljivke V lom ne bo spremenila verjetnosti v spremenljivko Klic dr. Watsona, saj je
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Slika 3.7: Zaporedna povezava s podano mo£no gotovostjo.

Slika 3.8: Divergentna povezava brez mo£ne gotovosti.

v tem primeru Alarm edini vzrok, da dr. Watson pokli£e g. Holmsa. Velja tudi obratno.

Prav tako ne bo informacija o Klicu dr. Watsona vplivala na verjetnost V loma, saj

na to gotovo vpliva Alarm. Na shemi 3.7 je omenjena situacija prikazana s prekinjeno

pu²£ico na opazovani spremenljivki Alarm in ozna£uje prekinitev pretoka informacije.

Pri tem poudarimo, da omenjena prekinitev velja le v primeru mo£ne gotovosti spre-

menljivke Alarm. V primeru ²ibke gotovosti, £e v stanje spremenljivke Alarm nismo

povsem prepri£ani, ²e vedno velja, da informacija o V lomu vpliva na Klic dr. Watsona,

saj imamo nezanesljivo informacijo, da se je vklopil alarm g. Holmsa in obratno, kar bo

²e vedno povzro£ilo preverjanje v eno od obeh spremenljivk.

Generalno pravilo za zaporedno povezavo lahko torej zapi²emo kot:

Pravilo 1 (zaporedna povezava): Informacija v povezavi X −→ Y −→ Z lahko

poteka med spremenljivkami povezave, dokler stanje Y ni znano.

Divergentna povezava

Ponovno vzemimo primer divergentne povezave iz primera verjetnostne mreºe in upo²te-

vamo stanje spremenljivke v sredini s prisotnostjo mo£ne gotovosti ali brez nje. Situacija

je navedena na shemi 3.8.

Predpostavimo torej, da ne poznamo dovolj stanja spremenljivke Potres. �e bomo

torej pridobili informacijo o Alarmu, bo to vplivalo na verjetnost o Potresu, ker je
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Slika 3.9: Divergentna povezava s podano mo£no gotovostjo.

Slika 3.10: Konvergentna povezava brez podane gotovosti.

lahko alarm moºna posledica potresa. Tako dopolnjena verjetnost v Potres bo vpli-

vala tudi na spremenljivko Radijske novice. V nasprotnem primeru lahko pridemo do

podobnega sklepa. Tako pridemo do podobne situacije kot pri zaporedni povezavi, kjer

lahko informacija te£e med skrajnima vozli²£ema v primeru, ko nimamo informacije o

stanju spremenljivke v sredini (Shema 3.8). Predpostavimo, da je stanje spremenljivke

Potres gotovo (opazujemo torej spremenljivko Potres, zanjo imamo mo£no gotovost).

�e pridobimo katero koli informacijo o spremenljivki Alarm ali Radijske novice, ta in-

formacija ne bo vplivala na verjetnost o Potresu in posledi£no ne bo spreminjala na²e

verjetnosti v druge neopazovane spremenljivke, kar je podobno, kot smo navedli pri za-

poredni povezavi (shema 3.10). To pa ne velja za primer ²ibke gotovosti (soft evidence)

spremenljivke Potres, kar lahko zapi²emo v splo²nem pravilu za divergentno povezavo

kot:

Pravilo 2 (divergentna povezava): Informacija v povezavi X ←− Y −→ Z lahko

poteka med spremenljivkami povezave, dokler stanje Y ni znano.

Konvergentna povezava

Konvergentno povezavo pojasnimo na naslednjem primeru iz verjetnostne mreºe (3.10).

�e torej nimamo gotovosti v spremenljivko Alarm, potem informacija o stanju V loma

ne bo omogo£ila spremembe spremenljivke Potres. Z drugimi besedami - V lom ni indika-

tor Potresa in obratno, kar pomeni, da je za razliko od zaporedne in divergentne povezave
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Slika 3.11: Konvergentna povezava s podano gotovostjo.

pri konvergentni povezavi pretok informacije ob neznani spremenljivki v sredi²£nem vo-

zli²£u prekinjen (shema 3.10).

�e je dana gotovost o sproºitvi Alarma, potem bo informacija o V lomu omogo£ila

razlago gotovosti spremenljivke Alarm in bo tako potrdila ali zavrgla Potres kot vzrok

za sproºitev Alarma. Velja seveda tudi obratno. Ponovno velja nasprotno, kot velja

pri zaporedni in divergentni povezavi, saj se pri konvergentni povezavi ob podani mo£ni

gotovosti spremenljivke tok informacije sprosti in ne prekine, kar je predstavljeno na

shemi 3.11.

Pravilo na shemi 3.10 nam torej pove, da £e ni ni£esar znanega o posledicah vzrokov, v

na²em primeru sta to Potres in V lom (v splo²nem imamo na voljo ve£ moºnih vzrokov),

potem so vzroki med seboj neodvisni; sprememba informacije na enem vzroku ne bo

vplivala na drug vzrok. A vendar, kakor hitro se pojavi gotovost ali znanje o posledici

teh vzrokov, vzroki med seboj postanejo odvisni. �e na primer g. Holmes pridobi klic

dr. Watsona, ki mu pove, da se je vklopil alarm, postaneta potres in vlom konkuren£ni

hipotezi za razlago alarma in pridobitev informacije o enem izmed njiju potrdi ali ovrºe

hipotezo drugega. Pri tem je treba poudariti, da £etudi informacija o alarmu ni popol-

noma gotova, oba vzroka, potres in vlom, postaneta delno odvisna. Iz tega sledi splo²no

pravilo za konvergentno povezavo, ki pravi:

Pravilo 3 (konvergentna povezava): Informacija v povezavi X ←− Y ←− Z

lahko poteka med spremenljivkami povezave samo takrat, £e je dana gotovost stanja Y ali

njihovih naslednikov.

Medvzro£na povezava - eliminacija hipoteze

Lastnost konvergentne povezave X −→ Y ←− Z je tak²na, da informacije o stanju spre-

menljivke X(Z) zagotavljajo razlago opazovane posledice na Y in tako potrdi ali ovrºe

Z(X). Vzrok opazovane posledice pogosto imenujemo kot �efekt eliminacije hipoteze�

(explaining away e�ect) ali �medzvro£no sklepanje� (intercausal inference). Na primer,
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pridobitev novice na radiu o potresu omogo£a mo£no gotovost, da je potres vzrok alarma

in tako eliminira vzrok vloma. Zmoºnost medvzor£nega sklepanja je unikatna za gra�£ne

modele in ena izmed klju£nih razlik med avtomatskim sklepanjem pri sistemih, temelju-

jo£ih na produkcijskih pravilih in sistemih, ki temeljijo na verjetnostnih mreºah. Pri

sistemih produkcijskih pravil namre£ potrebujejo dodatna izpeljana pravila, na podlagi

katerih je mogo£e izvesti medvzro£no sklepanje.

Pomembnost in obravnavo razli£nih tipov povezav v verjetnostnih mreºah, ki smo jih

obravnavali v razdelkih, podajamo v naslednji tabeli.

Brez gotovosti �ibka gotovost Mo£na gotovost

Zaporedna odprta odprta zaprta

Divergentna odprta odprta zaprta

Konvergentna zaprta odprta odprta

Tabela 3.2: Pretoki informacij pri razli£nih gotovostih.

Kot je razvidno iz tabele 3.2, potrebujemo pri zaporedni in divergentni povezavi dano

mo£no gotovost opazovanega vozli²£a, da prekinemo tok informacije med skrajnima vo-

zli²£ema povezave, pri £emer ²ibka gotovost ni dovolj. Pri konvergentni povezavi je ravno

obratno. Tam nam ºe prisotnost ²ibke gotovosti (prav tako pa mo£na gotovost) omogo£i

pretok informacije, ki je sicer v stanju nede�nirane vrednosti opazovanega vozli²£a v

za£etku prekinjen; to je ravno nasprotno, kot je to v za£etku pri drugih dveh vrstah

povezav. Konvergentna povezava je, kot smo videli, tudi tista, ki omogo£i poglavitno

lastnost verjetnostnih mreº, to je zmoºnost medvzro£nega sklepanja.

3.1.4 Vzro£nost

Vzro£nost (causality) ima pomembno vlogo v procesu konstrukcije modelov verjetnostnih

mreº. Obstaja mnogo razlogov, zakaj je pravilno modeliranje vzro£nih relacij pomembno,

£eprav za usmerjene povezave v grafu ni nujno zahtevano, da relacije sledijo vzro£nosti

povezave. Zaradi narave raziskovalnega dela bomo v tem razdelku le beºno omenili

nekatere pomembne to£ke vzro£nega modeliranja, ve£ in podrobnej²e pa navajamo v lit-

eraturi [40]. Spremenljivka X je poimenovana kot neposreden vzrok za Y , £e sprememba

spremenljivke X povzro£i spremembo na spremenljivki Y in pri tem ni nobene druge

spremenljivke Z, ki bi bila neposreden vzrok za Y tako, da bi bila X neposreden vzrok

za Z [40]. Kot primer navedimo spremenljivki Prehlad in V roina. Intuicija nam pove,

da je Prehlad lahko vzrok za V roino in ne nasprotno. Shema 3.12 prikazuje to relacijo.
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Slika 3.12: Prehlad povzro£i vro£ino in ne nasprotno.

To dejstvo lahko preverimo na veliko pravilno postavljenih poizkusih. Izbijanje

V roine z hladnim tu²em ali aspirinom ne bo imelo posledic na Prehlad. �e pozdravimo

prehlad, pa bo vro£ina popustila (£e seveda predpostavimo, da je prehlad v tem primeru

edini vzrok za vro£ino).

Za pravilno predstavitev odvisnih in neodvisnih relacij med spremenljivkami na domenskem

podro£ju problema velja za uporabno predstavitev vzro£nih relacij med spremenljivkami

v obliki usmerjenih povezav od vzroka k posledici. �e na primer X povzro£i Y , moramo

zagotoviti povezavo odX do Y , v nasprotnem primeru na² model ni pravilen in nepravilno

predstavlja relacijo odvisnosti in neodvisnosti na domeni, kar se izraºa v napa£nem ver-

jetnostnem sklepanju. Velikokrat se namre£ zgodi, da dopustimo povezavam usmerjenost

od posledice k vzroku, kar vodi k napa£nim stavkom pogojnih odvisnosti in napa£nem

sklepanju modela.

V na²em primeru bi lahko s prehitrim razmislekom usmerili neposredno povezavo od

spremenljivke Klic dr. Watsona do Alarma, saj telefonski klic dr. Watsona vzbuja sum

o alarmu. Izku²nje kaºejo, da se te vrste napak pojavljajo v za£etnih gradnjah in pri

uporabi modela verjetnostnih mreº.

Drugi vzrok upo²tevanja vzro£nih relacij je pomemben zaradi signi�kantnega vpliva

pogojne verjetnosti. �e Y −→ X ne odseva vzro£ne povezave, potem nastane teºava pri

ra£unanju pogojne verjetnosti pri X = x, z danim pogojem Y = y Teºko je na primer

dolo£iti verjetnost, da je g. Holmsu v hi²o vdrl vlomilec pri danem pogoju, da se je

sproºil alarm, £e se lahko alarm sproºi tudi zaradi drugih vzrokov. Zato je speci�ciranje

verjetnosti pojavitve alarma pri danem moºnem vzroku (potres, vlom...) bolj smiselno

in naravno, saj zagotavlja vrsto popolnega opisa za lokalni fenomen.
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3.1.5 Kriterija irelevance

Pravila branja relacij iz verjetnostnih mreº na podlagi razli£nih povezav (zaporedna,

divergentna, konvergentna) so potrebna za formuliranje splo²nega pravila branja odvis-

nih/neodvisnih stavkov za dve spremenljivki (mnoºici spremenljivk) ob moºni podani

tretji spremenljivki ali (mnoºici spremenljivk). To splo²no pravilo je poznano kot kriterij

d-lo£itve (d-separation) [39].

V naslednjem, £etrtem, poglavju o verjetnosti bomo pokazali, da za katero koli ver-

jetnostno porazdelitev produkta, ki se lahko razdeli (faktorizira) glede na DAG G, velja,

da so neodvisni stavki, ki vklju£ujejo spremenljivko Xu in Xv, ekvivalentni ali podobni

stavkom o d-lo£itvi vozli²£ u in v v grafu G. Kriterij d-lo£itve se zato lahko uporablja v

poizvedbah za naslednje primere: �ali sta X in Y neodvisni pri podanem Z� (v verjetnost-

nem smislu) ali bolj splo²no �ali je informacija o X nepomembna za pove£anje verjetnosti

Y, glede na podano informacijo o Z�, pri £emer sta X in Y naklju£ni spremenljivki in je

Z prazna mnoºica ali naklju£na spremenljivka.

D-lo£itveni kriterij se lahko uporablja tudi za mnoºice spremenljivk, £eprav je v ta

namen bolje uporabiti kriterij usmerjene globalne Markove lastnosti [96], ki u£inkovito

odgovarja na poizvedovanja med mnoºicami in je ekvivalentna kriteriju d-lo£itve. Ker

stavki (pogojne) d-lo£enost/d-povezanosti in (pogojne) neodvisnosti/odvisnosti zavze-

majo pomembno vlogo v verjetnostnih mreºah, podajamo v nadaljevanju standarden

zapis, ki ga bomo uporabljali v nadaljevanju, kar je prikazano na tabeli 3.3.

Zapis Pomen

u ⊥G v u ∈ V in v ∈ V sta d-lo£ena v grafu G = (V, E)

U ⊥G V Vsak u ∈ U in vsak v ∈ V sta d-lo£ena v grafu G

- preprosto povemo, da sta U in V d-lo£ena v G

U ⊥ V U in V sta d-lo£ena, graf G je razumljen iz vsebine

U ⊥ V | W U in V sta d-lo£enost pri podani mo£ni gotovosti na W

U 6⊥ V | W U in V sta d-povezana pri podani mo£ni gotovosti na W

X ⊥P
P Y X in Y sta robno neodvisni glede na verjetnostno porazdelitev P

X ⊥P Y X in Y sta robno neodvisni,

verjetnostna porazdelitev se razume iz vsebine P

X ⊥P Y | Z X in Y sta pogojno neodvisni pri dani mo£ni gotovosti na Z

X 6⊥P Y | Z X in Y sta pogojno odvisni pri dani mo£ni gotovosti na Z

Tabela 3.3: Standardni zapisi v verjetnostnih mreºah.

Kot primer poglejmo zapis relacij na Bayesovi mreºi vloma in potresa [39]. Spodaj

so zapisane povezave lastnosti med nekaterimi d-povezanimi in d-lo£enimi lastnostmi.
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1. V lom ⊥ Potres

2. V lom 6⊥ Potres | Alarm

3. V lom ⊥ Radijske novice

4. V lom ⊥ Klic dr. Watson | Alarm

D-lo£itev in d-povezanost (kot odvisnost in neodvisnost pri verjetnosti) sta odvisni

od razpoloºljive informacije; odvisno od tega kar vemo (in £esar ne). Za d-lo£itev in

d-povezanost, kot tudi neodvisnost in odvisnost, velja lastnost simetrije.

Kriterij d-lo£itve

Pravila od 1-3 so lahko povzeta v pravilu, poznanem kot d-lo£itev [39].

Pravilo 4: (d-lo£itev) Pot π = 〈u, . . . , v〉 v DAG, G = (V,E) je prekinjena z

S ⊆ V , £e vsebuje vozli²£e w tako, da velja eden izmed naslednjih pogojev:

1. w ∈ S in povezave v π se ne sre£ujejo z glave na glavo v w (konvergentna povezanost),

2. w 6∈ S, de(w) ∩ S = ∅ in povezave v π se sre£ujejo z glave na glavo v w

Za tri (ni nujno nezdruºljive) podmnoºice A,B,S mnoºice V velja, da sta A in B

medsebojno d-lo£eni, £e so vse poti med A in B prekinjene z S.

Pravilo 4 lahko uporabimo iz pogleda vozli²£ ali pogleda povezav. Naj bo G = (V,E)

DAG vzro£ne mreºe in naj bodo Hε ⊆ Sε ⊆ V podmnoºice vozli²£ s podano mo£no

gotovostjo (Hε) in ²ibko gotovostjo (Sε). Predpostavimo, da ºelimo odgovor na vpra²anje,

�ali so vozli²£a v1 in vn d-lo£ena v G pod podanimi scenariji Sε?�

Z uporabo pristopa vozli²£ lahko na naslednje vpra²anje odgovorimo kot:

�e za katero koli pot 〈v1, . . . , vn med v1 in vn in za vsak i = 2, . . . , n − 1, velja ena

od naslednjih trditev:

1. vi ∈ Hε in so povezave vi−1 ∼ vi ∼ vi+1 zaporedne ali divergentne ali

2. ({vi} ∪ de(vi)) ∩ Sε = ∅ in vi−1 −→ vi ←− vi+1,



3.1. VERJETNOSTNE MRE�E 81

potem sta v1 in vn d-lo£ena pri podanem Sε; druga£e sta d-povezana pri podanem

Sε.

Pogosto je laºje razmi²ljati intuitivno v smislu pretoka informacij. V tem primeru

uporabimo pristop d-lo£itve po povezavah, in sicer:

1. �e za pot 〈v1, . . . , vn〉 med v1 in vn in za vsak i = 2, . . . , n − 1 povezave vi−1 ∼
vi ∼ vi+1 dovoljujejo tok informacij od vi−1 do vi+1 potem sta v1 in vn d-povezani,

druga£e sta d-lo£eni.

Ko uporabljamo pristop toka informacije ne smemo zaiti v shemo razmi²ljanja: �ker

informacija lahko te£e iz u v v in iz v v w, lahko poteka od u do w�, saj ta na£in ni

podprt pri opisanem postopku. Problem nastane pri vozli²£ih, kjer se povezave sre£ajo

v glava-na-glavo in je pretok informacije prekinjen, dokler ni na voljo mo£na gotovost za

v ali katerega izmed naslednikov v.

Poglejmo naslednji primer, prikazan na shemi 3.13 pri katerem ugotavljamo, ali so

spremenljivke C in G d-lo£ene na DAG: z drugimi besedami, ali sta C in G neodvisni,

ko ni na voljo nobene gotovosti o kateri koli drugi spremenljivki. Z uporabo pristopa

povezav najprej vpeljimo povezavo od C ←− A −→ D, ki dovoljuje tok informacij od C

do D preko A. Potem sledi divergentna povezava A −→ D −→ G, ki prav tako dovoljuje

pretok informacij od A do G preko D. Informacije se torej lahko prena²ajo od C do G,

kar pomeni, da spremenljivki nista d-lo£eni, pa£ pa d-povezani.

C in E sta na drugi strani d-lo£eni, saj vsaka pot od C do E vsebuje konvergentno

povezavo. Ker ni na voljo nobene gotovosti, bo pretok informacij med vozli²£ema prekin-

jen v vsaki poti. S podano gotovostjo na eni ali ve£ spremenljivkah v mnoºici {D,F,G,H}
bosta C in E postali d-povezani. V primeru, da imamo podano gotovost za H, bo na

primer pri²lo do spremembe pretoka in povezava D −→ G←− E bo dovoljevala tok, saj

je H otrok G.

Markov kriterij

Markov kriterij predstavlja kriterij, ki je ekvivalenten kriteriju d-lo£itve [96] a se v neka-

terih primerih lahko izkaºe za u£inkovitej²ega zaradi manj preverjanj moºnih poti med

vozli²£i v grafu.

Pravilo 5: (Markov kriterij) Naj bo G = (V,E) DAG in A,B, S nezdruºljive

mnoºice V . Potem vsak par vozli²£ (α ∈ A, β ∈ B) velja d-lo£enost z S, £e je katera koli
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Slika 3.13: Preprosti DAG z nekaj primeri odvisnosti (d-povezanost) in neodvisnosti
(d-lo£enih) stavkov.

pot od α do β prekinjena od S v grafu

(GAn(A∪B∪S))
m

�eprav je kriterij videti manj intuitiven in bolj zapleten, ga je pravzaprav preprosto

aplicirati. Kriterij pove, da A ⊥G B | S, £e vse poti med A do B vklju£ujejo vsaj eno

vozli²£e S v moralnem grafu pod-DAG grafa, ki nastane iz ancestralne mnoºice A∪B∪S.

Kot primer vzemimo grafG = (V,E) na shemi 3.14, ki naj bodo podmnoºiceA,B, S ⊆
V podane tako kot kaºe shema, pri £emer je S, mnoºica podanih gotovosti predstavl-

jena s pobarvanimi vozli²£i. Z uporabo pravila 5 lahko hitro pokaºemo, da sta A in B

d-povezani na grafu G pri podanem S saj ne velja, da vsaka pot med A in B vsebuje

vozli²£e v S v moralnem grafu mnoºice ancestralne mnoºice (A ∪ B ∪ S). Da pridemo

do tega sklepa, najprej odstranimo vsa vozli²£a, ki ne pripadajo An(A ∪ B ∪ S), potem

moraliziramo pridobljen podgraf DAG, kar nam poda zadnji graf, prikazan na shemi

3.14.

3.2 Osnovne zakonitosti in koncepti verjetnostnega ra£una

Kot smo videli, imajo verjetnostne mreºe kvalitativen in kvantitativen vidik, pri £emer je

kvalitativen vidik podan s predstavitvijo acikli£nega usmerjenega grafa (DAG), ki pred-

stavlja relacije pogojnih odvisnosti in neodvisnosti med lastnostmi produkta verjetnostne

porazdelitve, de�nirane na mnoºici spremenljivk, ki so indeksirane v vozli²£ih DAG.
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Slika 3.14: (a) DAG (b) G s podmnoºicami A,B in S, obarvana vozli²£a so opazovana
(c), induciran podgraf na ancestralni mnoºici A∪B ∪S (d), moraliziran graf DAG grafa
iz (c).
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Da se struktura verjetnostne mreºe lahko opi²e kot DAG, izhaja iz osnovnih aksiomov

verjetnostnega ra£una, ki vodijo do rekurzivne faktorizacije porazdelitve verjetnosti pro-

dukta v produkt pogojnih verjetnosti niºje dimenzionalnih porazdelitev. Velja, da se

lahko porazdelitev verjetnosti produkta razstavi (ali faktorizira) v produkt pogojnih ver-

jetnostnih porazdelitev razli£ne dimenzionalnosti, kjer je dimenzija najve£je porazdelitve

identi£na dimenziji porazdelitve verjetnosti produkta.

Porazdelitev verjetnosti produkta P se lahko rekurzivno razstavi le v primeru, kadar

obstaja DAG, v katerem so (pogojne) odvisnosti in neodvisnosti produkta P pravilno

predstavljene. To z drugimi besedami pomeni, da je mnoºica porazdelitve pogojnih

verjetnosti dolo£ena s predstavitvijo DAG, G = (V, E).

Model verjetnostnih mreº je sicer lahko speci�ciran neposredno s porazdelitvijo pro-

dukta pogojnih verjetnosti, vendar ga pogosteje in zna£ilno speci�ciramo s pomo£jo

strukture DAG, ki izraºa vzro£no posledi£ne relacije z mnoºico pripadajo£ih porazdelitev

pogojnih verjetnosti.

V tem poglavju povzemamo nekaj osnovnih zakonitosti verjetnostnega ra£una iz

katerega izhaja znano Bayesovo pravilo, kot tudi veriºno pravilo za dekompozicijo skupne

verjetnostne porazdelitve v produkt pogojnih porazdelitev. Predstavili bomo osnovne

operacije potrebne za izvedbo sklepanja (inference) v verjetnostnih mreºah. Pri tem se

bomo omejili le na diskretne primere, £eprav lahko pravila naravno raz²irimo tudi na

funkcije gostote verjetnosti zveznih spremenljivk in me²ane porazdelitve.

Delovanje verjetnostnih mreº temelji na teoriji verjetnosti, zato je pomembno razumevanje

verjetnosti in ²e posebej pogojne verjetnosti, ki igra pri tem pomembno vlogo. V tem delu

poglavja bomo predstavili nekatere osnovne koncepte in postavke Bayesove verjetnostne

teorije, ve£ najdemo v [59, 82, 4, 102].

3.2.1 De�nicija verjetnosti

Vzemimo (diskretno) univerzalno mnoºico U z elementi in naj bo X ⊆ U . Ozna£imo

z X = U\X kot komplement od X. Shema 3.15 predstavlja mnoºico U , kjer pred-

postavimo, da je povr²ina podro£ja, ki ga pokriva X, sorazmerna ²tevilu elementov, ki

jih vsebuje.

Moºnost, da iz mnoºice U naklju£no izberemo element, ki pripada X de�niramo kot

verjetnost, da element pripada mnoºici X, in ozna£imo kot P (X). Pri tem je lahko
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Slika 3.15: Geometrijska de�nicija verjetnosti

Slika 3.16: Mnoºica U = X ∪ Y ∪X ∪ Y

P (X) de�nirana tudi kot relativno podro£je, ki je pokrito z X v U . P (X) lahko zavzame

vrednost med 0 in 1.

Predpostavimo, da je U = X ∪ Y ∪X ∪ Y (glej shemo 3.16). Verjetnost, da naklju£ni

element iz U sedaj pripada ali X ali Y , de�niramo kot

P (X ∪ Y ) = P (X) + P (Y )− P (X ∩ Y ).

Ponovno lahko interpretiramo P (X ∪ Y ) kot relativno podro£je v U , pokrito z zdruºen-

ima mnoºicama X in Y . �e torej mnoºici X in Y nista zdruºeni (velja, X ∩ Y = ∅),
potem je P (X ∪ Y ) = P (X) + P (Y ). Konjuktivna oblika P (X ∩ Y ) se pogosto zapi²e

kot P (X,Y ).

Vzemimo naslednjo shemo 3.16 in predpostavimo, da vemo, kolik²na je verjetnost,

da naklju£ni element iz U pripada mnoºici Y . Verjetnost, da v tem primeru pripada

tudi X, se lahko izra£una kot razmerje med P (X ∩ Y )/P (Y ). Ponovno velja, da pri tej

de�niciji pomaga, £e na P (X ∩ Y ) in P (Y ) gledamo kot na relativna podro£ja v U . V

nadaljevanju bomo za tako razmerje uporabili zapis P (X | Y , kjer �|� preberemo kot �pri

podani�. Tako dobimo

P (X | Y ) =
P (X ∩ Y )
P (Y )

=
P (X,Y )

Y
,
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kjer P (X | Y ) de�niramo kot �pogojna verjetnost X pri danem pogoju Y �.

Dogodki

Jezik verjetnosti je sestavljen iz stavkov o verjetnosti dogodkov. Kot primer vzemimo do-

godek a, ki se zgodi, ko element iz univerzuma U = X∪X pripadaX. Verjetnost dogodka

a ozna£imo kot P (a). V splo²nem lahko dogodek razumemo kot rezultat nekega poizkusa

(na primer met kovanca), opazovanja dolo£ene vrednosti spremenljivke ali mnoºice spre-

menljivk itn. Kot verjetnostno mreºo de�niramo porazdelitev verjetnosti preko mnoºice

spremenljivk V , v na²em kontekstu je dogodek kon�guracija x ∈ dom(X) podmnoºice

spremenljivk X ⊂ V .

Aksiomi

Naslednji aksiomi predstavljajo osnove za Bayesovo verjetnost in povzemajo izhodi²£a

omenjena v prej²njih podpoglavjih.

1. Za kateri koli dogodek a, pri £emer velja 0 ≤ P (a) ≤ 1 velja, da je P (a) = 1, samo

v primeru, ko se a pojavi z gotovostjo.

2. Za katera koli dogodka a in b, ki se ne moreta pojaviti hkrati (nezdruºljiva dogodka)

velja naslednje:

P (a ali b) ≡ P (a ∨ b) = P (a) + P (b)

V splo²nem velja, £e so dogodki a1, a2, . . . , an nezdruºljivi potem

P
n⋃
i

(ai) = P (a1) + · · ·+ P (ai) =
n∑
i

P (ai)

3. Za katera koli dogodka a in b, ki se pojavita hkrati velja:

P (a in b) ≡ P (a ∧ b) ≡ P (a, b) = P (b | a)P (a) = P (a | b)P (b).

P (a, b) je de�nirana kot verjetnost produkta dogodkov a in b.

Aksiom 1 preprosto pravi, da je verjetnost ne negativno realno ²tevilo, ki je enako ali

manj²e od 1, pri £emer je enako 1 samo v primeru, ko se dogodek zagotovo zgodi.
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Aksiom 2 govori, da £e gre za dva nezdruºljiva dogodka, ki se ne moreta zgoditi

hkrati, potem je verjetnost da se je zgodil eden izmed njiju enaka vsoti njunih posameznih

pojavitev.

Aksiom 3, v£asih obravnavan kot temeljno pravilo verjetnostnega ra£una, pravi, da

£e sta dogodka a in b odvisna, potem je verjetnost dogodka b razli£na v primeru, £e se

je dogodek a zgodil ali ne. Verjetnost dogodka b v primeru, £e se je dogodek a zgodil,

imenujemo pogojna verjetnost dogodka b pri pogoju a in jo ozna£imo P (b | a). Tako

se produkt odvisnih dogodkov izra£una kot produkt verjetnosti dogodka b pri pogoju a,

P (b | a), in verjetnosti dogodka P (a) ki se je ºe zgodil.

3.2.2 Pogojna verjetnost

Osnovni koncept Bayesove obravnave nedolo£enosti predstavlja pogojna verjetnost: Pri

danem dogodku b je pogojna verjetnost dogodka a enaka x, kar se zapi²e kot:

P (a | b) = x

To z drugimi besedami pomeni, da £e se je dogodek b zgodil in je kot tak vplival na a,

potem je verjetnost dogodka a enaka x.

Naslednji koncept, ki ga moramo predstaviti za razumevanje verjetnostnih mreº je

de�nicija neodvisnosti.

Neodvisnost

Spremenljivka X je neodvisna od spremenljivke Y , glede na verjetnostno porazdelitev P ,

£e velja:

P (x | y) = P (x),∀x ∈ dom(X), ∀y ∈ dom(Y ) (3.1)

To lastnost zapi²emo kot X ⊥ PY ali preprosto kot X ⊥ Y , £e je porazdelitev P podana

iz vsebine. Pri tem stavek Y ⊥ Y pogosto navajamo kot robna ali marginalna neodvisnost

med X in Y .

Spremenljivka X je pogojno neodvisna od Y pri podanem Z (glede na porazdelitev

P ), £e velja:

P (x | y, z) = P (x | z),∀x ∈ dom(X),∀y ∈ dom(Y ),∀z ∈ dom(Z) (3.2)
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Pogojno neodvisnost med spremenljivkami v ena£bi 4.2 zapi²emo kot X ⊥⊥ Y | Z.
Izjemoma v delu zapi²emo tudi, da P (X | Y,Z) = P (X | Z), kar sicer ni popolnoma

pravilno, saj velja ob predpostavki, da ne upo²tevamo razlik v dimenzionalnosti £lenov

P (X | Y,Z) in P (X | Z).

3.2.3 Verjetnostne porazdelitve

Verjetnostne mreºe so de�nirane preko (kon£ne) mnoºice spremenljivk, ki predstavljajo

nezdruºljiva (medsebojno izklju£ljiva) stanja ali dogodke. Zato (pogojne) verjetnostne

porazdelitve za spremenljivke (porazdelitve preko obseºnih mnoºic nezdruºljivih dogod-

kov) zavzemajo pomembno mesto pri verjetnostnih mreºah.

�e je X (naklju£na) spremenljivka z domeno dom(X) = (x1, . . . , x‖X‖), potem P (X),

ozna£uje verjetnostno porazdelitev (vektor verjetnosti, katerega se²tevek je enak 1), kjer

je P (X) = P (X = x1), . . . , P (X = x‖X‖). Pogosto bomo navajali P (x) kot okraj²avo za

P (X = x). �e je verjetnostna porazdelitev za spremenljivko Y podana pogojno, glede

na spremenljivko (ali mnoºico spremenljivk) X, potem bomo zapisali P (Y | X). To

pomeni, da je za vsako moºno vrednost (stanje) x ∈ dom(X) verjetnostna porazdelitev

P (Y | X = x). Ponovno bomo skraj²avo, kjer je moºno, zapisali kot P (Y | x).

Gra�£na predstavitev porazdelitve

Pogojne verjetnostne porazdelitve za verjetnostne mreºe zapisujemo v obliki

P (X | Y ),

kjer predstavlja X naklju£no spremenljivko in Y mnoºico naklju£nih spremenljivk (lahko

tudi prazno). X in Y v nekaterih primerih poimenujemo tudi kot glava in rep P (X | Y ),.

�e je Y = ∅, potem P (x | Y ) pogosto navajamo kot robna ali marginalna verjetnostna

porazdelitev in jo zapi²emo kot P (X). Povezavo med X in Y = {Y1, . . . Yn} lahko pred-

stavimo v obliki grafa DAG, ki ga prikazuje shema 3.17, kjer je vozli²£e otroka enako X

in star²i Y1, Y2 itn.

Teoremi pogojnih verjetnostnih porazdelitev

Navajamo dva teorema pogojne verjetnosti, ki ju bomo pogosto uporabljali. To sta

teorem �popolne verjetnosti� in �veriºno pravilo�.
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Slika 3.17: Gra�£na predstavitev P (X | Y1, . . . Yn).

3.2.4 Popolna verjetnost

Naj bo P (X,Y ) skupna verjetnostna porazdelitev (porazdelitev verjetnosti produkta) za

spremenljivki X in Y z domenama dom(X) = (x1, . . . , xm) in dom(Y ) = (y1, . . . , xn).

Z uporabo predpostavke, da sta dom(X) in dom(Y ) mnoºici medsebojno nezdruºljivih

dogodkov X in Y, in uporabo aksioma 3.2 dobimo tako imenovano pravilo ali teorem

popolne verjetnosti:

∀ : P (xi = P (xi, y1) + · · ·+ P (xi, yn) =
n∑
j

P (xi, yj)

Z uporabo te ena£be lahko izra£unamo P (X) iz P (X,Y )

P (X) = (
n∑
j

P (x1, yj), . . . ,
n∑
j

P (xm, yj),

ali skraj²ano

P (X) =
n∑
j

P (X, yj), (3.3)

ali

P (X) =
∑
Y

P (X,Y ),

kar ozna£uje se²tevanje preko vseh pojavitev Y. Operacijo zato navajamo kot projekcijo

ali marginalizacijo, v£asih tudi kot �marginalizacija Y� iz P (X,Y ).
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Veriºno pravilo

Za verjetnostno porazdelitev P (X) preko mnoºice spremenljivk X = {X1, . . . , Xn} lahko
v ponavljanju uporabimo osnovno pravilo verjetnosti in verjetnost razstavimo v produkte

pogojnih verjetnostnih porazdelitev:

P (X) = P (X1 | X2, . . . , Xn)P (X2, . . . , Xn)

= P (X1 | X2, . . . , Xn)P (X2 | X3, . . . P (Xn) . . . P (Xn−1 | Pn)P (Xn)

=
n∏
i=1

P (Xi | Xi+1, . . . , Xn) (3.4)

Pri tem velja, da je aktualna verjetnostna porazdelitev, sestavljena iz posameznih

raz£lenjenih faktorjev, dolo£ena z vrstnim redom, v katerem izberemo glavo spremenljivk

pogojnih porazdelitev. Zatorej obstaja n razli£nih raz£lenitev (faktorizacij) P (X) in vsaki

raz£lenitvi ustreza unikaten DAG. Vsi moºni gra� DAG, ki tako nastanejo, so polni gra�

in so zato med seboj ekvivalentni, glede na lastnosti odvisnosti in neodvisnosti, saj ne

vsebujejo neodvisnih povezav.

Predpostavimo, da je G DAG, ki pravilno predstavlja lastnosti pogojne odvisnosti

in neodvisnosti porazdelitve P in da se vrstni red, v katerem izbiramo glavo pogo-

jnih porazdelitev, nana²a na topolo²ki red v grafu Xv1 , . . . , Xvn , kjer je G : pa(vi ⊆
pa(vi) . . . pa(vi−1)) za vsak i = 1 . . . n (star²i vsake spremenljivke so izbrani, pred samo

spremenljivko). Vsaka spremenljivka v repu ima vedno izbrane star²e, kar potem sledi

iz kriterija d-lo£itve ali Markovega kriterija, da za katerokoli vozli²£e v v DAG velja

v ⊥G nd(v) | pa(v), pri £emer z nd(v) ozna£ujemo mnoºico nenaslednikov v in z pa(v)

mnoºico star²ev. Ker je G pravilen iz zapisanega sledi Xv ⊥⊥P nd(Xv) | pa(Xv). Vsak

P (Xvi | Xv1 . . . Xvi) lahko skraj²amo in zapi²emo kot P (Xvi | Xpavi
). Produkt v ena£bi

X se potem skraj²a v veriºno pravilo, ki je temeljni gradnik v verjetnostnih mreºah:

P (Xv) =
n∏
i=1

P (Xvi | Xpavi
) (3.5)
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3.2.5 Osnovni princip in Bayesovo pravilo

Drug temeljni gradnik verjetnostnega ra£una v verjetnostnih mreºah je Bayesov obrazec.

Bayesov obrazec predstavlja osnovo verjetnostnega ra£una, izpeljemo ga lahko iz pos-

plo²enega aksioma 3.6 za skupno verjetnost (verjetnost produkta) spremenljivke X in Y ,

in sicer:

P (X,Y ) = P (X | Y )P (Y ) = P (Y | X)P (X) (3.6)

Bayesov obrazec sledi iz pravila verjetnostnega ra£una, in sicer

P (Y | X) =
P (X | Y )P (Y )

P (X)
(3.7)

Z uporabo aksioma 3.6 in pravila popolne verjetnosti, 3.7 lahko zapi²emo kot:

P (Y | X) =
P (X | Y )P (Y )

P (X | Y = y1)P (Y = y1) + · · ·+ P (X | Y = yn)P (Y = yn)
(3.8)

�tevec v ena£bi 3.8 lahko izpeljemo iz imenovalca v XX. Ker je ²tevec o£itno enak za vse

vrednosti spremenljivke Y , pogosto Bayesov obrazec zapi²emo kot:

P (Y | X) ∝ P (X | Y )P (Y ), (3.9)

kar se prebere kot �P (X | Y ) je sorazmerno P (X | Y )P (X)�. Operacijo deljenja pri

tem de�niramo kot 0/0 = 0 za vsak P (xi =
∑

j P (xi | yj)P (yj)), zato deljenje z ni£ ne

predstavlja teºave.

Interpretacija Bayesovega pravila

Zaradi pomembnosti Bayesovega pravila za sklepanje v Bayesovem verjetnostnem ra£unu

v nadaljevanju razloºimo, kako lahko Bayesov obrazec razumemo. Predpostavimo, da

imamo dve (moºnosti, mnoºici) spremenljivkX in Y , model P (X,Y ), podan v raz£lenjeni

obliki P (X | Y )P (Y )), in da opazujemo X = x. V takem primeru bi ºeleli po navadi

izra£unati P (Y | x).

Apriorna porazdelitev P (Y ) izraºa na²e vnaprej²nje znanje o verjetnosti Y in P (Y |
x), izraºa na²e znanje o verjetnosti Y z vidika X = x (ko se zgodi dogodek x). Bayesov

obrazec nam potem pove, kako dobimo posteriorno verjetnostno porazdelitev z mnoºen-

jem P (Y ) in razmerjem P (x | Y )/P (x), znanem kot normalizirano verjetje Y pri po-
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danem x. Ker je P (x) konstanta za vsak y ∈ dom(Y ), dobimo:

P (Y | x) ∝ P (Y )P (x | Y ) (3.10)

P (Y | x) = L(Y | x) imenujemo verjetje (likehood) Y pri danem x. Sledi

P (Y | x) ∝ P (Y )L(x | Y ) (3.11)

ali v splo²nem

posteriorna ∝ apriorna× verjetje (3.12)

Primer: Za primer uporabe Bayesovega obrazca vzemimo klasi£ni primer diagnoze

plju£nice, kjer imamo vzro£no-posledi£no relacijo. Ozna£imo dogodke kot:

• A: ka²elj

• B: plju£nica

Pri tem lahko dom(A) in dom(B) zapi²emo kot booleanove spremenljivke:

• dom(A) ∈ {da, ne } AinB

• dom(B) ∈ {da, ne}

Iz splo²no znanih dejstev vemo, kak²na je verjetnost v populaciji, da bolnik zboli za

plju£nico P (B) (apriorna verjetnost). Vemo tudi, kak²na je verjetnost simptoma pri di-

agnozi, se pravi verjetnost ka²lja pri plju£nici, formalno zapisano P (A | B) (verjetje). S

pomo£jo Bayesovega obrazca lahko izra£unamo, kak²na je verjetnost diagnoze pri simp-

tomu, torej, kak²na je verjetnost, da ima bolnik plju£nico zaradi ka²lja P (B | A).

V konceptu strojnega u£enja igra Bayesovo pravilo pomembno vlogo. Vzemimo na

primer, apriorno porazdelitev P (M) za naklju£no spremenljivko M , ki izraºa mnoºico

moºnih modelov. Za katero koli vrednost d spremenljivke D, ki izraºa podatke, koli£ina

P (d |M) - razumljena kot funkcijaM - predstavlja funkcijo verjetja za modele v mnoºici

M pri vzorcu d. Posteriorna porazdelitev za M pri podanem vzorcu d je potem

P (M | d) ∝ P (M)P (d |M,

kar podaja mnoºico metrik prilagajanja (set of goodness-of-�t measures) za model.



Poglavje 4

Bayesove verjetnostne mreºe

V prej²njih dveh poglavjih smo si ogledali nekatere teoreti£ne osnove iz teorije grafov in

verjetnostnega ra£una. Kot so zapisali, sta obe domeni zdruºeni v formalizmu verjetnos-

tnih mreº, saj so verjetnostne mreºe gra�£ni modeli (vzro£nih) interakcij med mnoºico

spremenljivk, kjer so spremenljivke predstavljene v obliki vozli²£ grafa. Interakcije med

njimi so zapisane z medsebojnimi povezami, kjer odvisnosti med posameznimi spre-

menljivkami ozna£ujejo usmerjene povezave. Za modele verjetnostnih mreº se uporabl-

jajo tako imenovani usmerjeni acikli£ni gra� DAG. Da strukturo mreºe lahko zapi²emo

v obliki grafov DAG, izhaja iz osnovnih aksiomov verjetnostnega ra£una, ki vodijo do

rekurzivne razstavitve (faktorizacije) porazdelitve verjetnosti produkta v produkt pogo-

jnih verjetnosti niºje dimenzionalnih porazdelitev.

S tem smo opisali kvalitativen in kvantitativen vidik verjetnostnih mreº. V nadal-

jevanju bomo oba vidika zdruºili v opis modela Bayesovih mreº iz katerega izhaja na²e

raziskovalno delo in aplikacija teoreti£nega modela v prakso pri simulaciji scenarijev z

razvito metodologijo CASGen.

4.1 Modeliranje Bayesovih verjetnostnih mreº

Bayesove mreºa (BN) predstavlja model multivariantne verjetnostne porazdelitve pro-

dukta preko mnoºice naklju£nih spremenljivk. Sestavljena je iz gra�£ne strukture G in

mnoºice njenih pogojnih porazdelitev P . BN predstavljajo vzro£no - posledi£ne strukture

[9], z zelo pomembno moºnostjo vpeljave gotovost (evidence) [38]. Doma£o literaturo na

podro£ju Bayesovih mreº najdemo v poglavjih avtorja Kononenka [36].

93
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Gra�£na struktura

Kvalitativni del BN je predstavljen z njeno strukturo. BN je usmerjen acikli£ni graf

DAG, kjer predstavljajo vozli²£a mnoºico naklju£nih spremenljivk X, predstavljenih z

vozli²£i V = {v1, . . . , vn}, pri £emer je n > 1, povezave med njimi E ⊆ V × V pa vpliv

med posameznimi naklju£nimi spremenljivkami. Vozli²£a BN predstavljajo diskretne

naklju£ne spremenljivke. �e je povezava usmerjena iz v1 na v2, potem je v1 star² in v2

otrok. Star²i imajo neposreden vpliv na otroke. Zraven tega ima vsako vozli²£e svojo

lokalno verjetnostno porazdelitev. Vpliv med posameznimi naklju£nimi spremenljivkami

dolo£ajo predpostavke o pogojni odvisnosti ali neodvisnosti, glede na kriterij d-lo£itve.

Velja, da je spremenljivka vi odvisna od njenih star²ev in otrok v usmerjenem grafu, a je

pogojno neodvisna od katerih koli ne-naslednikov pri njenih podanih star²ih; lastnost je

poznana kot Markov kriterij.

Omenjene komponente skupaj tvorijo skupno verjetnostno porazdelitev (verjetnostno

porazdelitev produkta - joint probability distribution JPD) BN. Skupna verjetnostna

porazdelitev na X sledi iz uporabe ena£be 4.1 na strukturi mreºe. Star²i Xv so pri tem

ozna£eni z XPa(v)

P (X) =
∏
v∈V

P (Xv | Xpa(v)). (4.1)

P (Xv | Xpa(v)) se imenuje lokalna verjetnostna porazdelitev (local probability distribu-

tion LPD). Proces razstavljanja skupne verjetnostne porazdelitve v LPD pa faktorizacija,

kar omogo£a u£inkovito predstavitev hitrega sklepanja. Ta lastnost BN tvori glaven do-

prinos pri uspehu uporabe BN.

Pogojne verjetnostne tabele

Kvalitativni del BN je predstavljen z dodelitvami pogojnih verjetnostnih porazdelitev za

posamezno vozli²£e. Vsako vozli²£e v BN vsebuje pogojno verjetnostno tabelo (condi-

tional probability table CPT ), ki de�nira pogojno verjetnostno porazdelitev (conditional

probability distribution CPD) predstavljenih diskretnih naklju£nih spremenljivk. CPT za

primer Vloma ali Potresa je predstavljena na shemi 4.1.

Potencialni problem pri uporabi CPT za de�niranje pogojnih verjetnostnih porazdelitev
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Slika 4.1: Pogojna verjetnostna tabela - CPT.

je njihova velikost. Velikost CPT za spremenljivko xi ∈ X je odvisna od ²tevila njenih

stanj ri in ²tevila stanj rj vsakega o£eta xj ∈ Pa(xi):

size(CPT )i = ri
∏

rj=Xj∈Pa(xi)

rj (4.2)

�e je rj enak za vse star²e, potem se ena£ba poenostavi:

size(CPT )i = ri(rj)n, (4.3)

kjer je n ²tevilo star²ev. Kot lahko razberemo, velikost CPT nara²£a eksponentno s

²tevilom star²ev. To je pomembno pri na£rtovanju BN, saj je dobro obdrºati minimalno

²tevilo star²ev pri posameznem vozli²£u.

Inferenca

Inferenca je proces izra£una verjetnosti ene ali ve£ spremenljvk v X pri podani gotovosti

ε. Pri tem je gotovost ε izraºena kot postavitev neke spremenljivke na dolo£eno vrednost

v BN, kar pomeni na kratko izra£un P (X | ε). Za inferenco sta potrebni dve pravili:

Bayesov teorem in izra£un robne ali marginalne verjetnosti, poznan tudi kot raz²iritveno

pravilo. Inferenco najlaºje razloºimo na primeru. Shema predstavlja primer �Apple Jack�,

ki je sestavljen iz treh vozli²£. �Apple Jack� je pridelovalec, ki v sadovnjaku skrbi za svoje
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jablane. Pri tem opazuje pojav bolezni (vozli²£e Sick) in pojave su²e, o katerem spremlja

vremenska poro£ila (vozli²£e Dry). Vozli²£e L predstavlja izpadanje listov na jablanah

(vozli²£e Losses), ki je odvisno od bolezni in su²e. �Apple Jacka� zanima, kak²na je ver-

jetnost, da je listje odpadlo zaradi su²e. D in S se imenujeta povpra²evalni spremenljivki

(query variable) in L opazovana spremenljivka (evidence variable). Opazovalec torej ºeli

vedeti, kak²na je verjetnost L = true pri podanem D = true, kar lahko izra£unamo kot

p(x | e) = p(d | l)p(l | d)p(d)
p(l)

(4.4)

Izraz potrebuje nekaj preoblikovanja, da lahko vstavimo verjetnosti v CPT tabelah:

p(d | l)p(l | d)p(d)
p(l)

=
∑

D p(l | s, d)p(d)p(s)∑
S

∑
D p(l | s, d)p(s)p(d)

(4.5)

Pri vstavljenih ²tevilkah dobimo:

(0.850̇.9 + 0.950̇.1)0̇.1
0.020̇.90̇.9 + 0.850̇.10̇.9 + 0.90̇.90̇.1 + 0.950̇.10̇.1

=
0.086
0.1832

(4.6)

Verjetnost za D je true, pri tem, da smo seznanjeni z L, je enaka pribliºno X. Da

je D enaka false pri L dobimo z 1 − p(s) ≈ X. Kot lahko vidimo iz 4.4, je imenovalec

precej zapleten, vendar konstanten, ne glede na vrednost spremenljivke S. V osnovi je

imenovalec normalizacija konstante, ki je potrebna, da se razli£ne vrednosti v S se²tejejo

v 1. Zaradi tega se pogosto predstavi normalizacijski faktor α:

αp(l | d)p(d) = α(
∑
D

p(l | s, d)p(d)p(s)), (4.7)

kar izra£un spremeni v:

D = false : α(0.020̇.9 + 0.850̇.1)0̇.9 (4.8)

D = true : α(0.900̇.9 + 0.950̇.1)0̇.1 (4.9)

α(X,Y ) rezultira v normaliziranih verjetnostih (≈ X ≈ Y ). Kljub tej poenostavitvi

originalnega izra£una je natan£na inferenca velikih in gosto povezanih mreº zelo kom-

pleksna. Pravzaprav je NP teºek problem [65]. Zaradi tega so potrebni aproksimacijski

inferen£ni algoritmi, v splo²nem so to algoritmi z naklju£nim vzor£enjem, znani tudi kot

Monte Carlo.
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Slika 4.2: Proces gradnje Bayesove mreºe

Za natan£no inferenco se uporabljajo algoritmi eliminacije spremenljivk (variable

elimination) ali razreza drevesa (junction tree) algoritmi. Algoritmi eliminacije spre-

menljivk so algoritmi, ki uporabljajo inferenco ob posebnem dobro izbranem vrstnem

redu eliminiranja spremenljivk, kar naredi izra£un u£inkovitej²i. Algoritmi razreza drevesa

pretvorijo BN v razrezano drevo, kjer se potem lahko izvede algoritem za eliminacijo [65].

Seveda je pretvorba lahko zahtevna in ni primerna za vsak problem pri BN.

Tretja tehnika, ki zmanj²uje kompleksnost izra£una inference, se imenuje relevantno

sklepanje (relevant reasoning). To je korak preprocesiranja, ki razi²£e strukturo BN in

njene numeri£ne lastnosti in potem dolo£i, kateri deli BN so tisti, za katere je potreben

izra£un. Ta tehnika zmanj²a velikost in povezanost BN z izlo£itvijo vozli²£, ki so ra£un-

sko nerelavatna, na tista, ki so interesantna. Ve£ podrobnosti in natan£na razlaga o

aproksimacijskih algoritmih v razli£nih tipih Bayesovih mreº je na voljo v literaturi [65].

4.1.1 Gradnja Bayesove mreºe

Model Bayesove mreºe lahko zgradimo ro£no s pomo£jo znanja ekspertov ali s pomo£jo

podatkov, ki so na voljo, glede na domeno problema. V osnovi uporabljamo v realnosti en

ali drug na£in, lahko pa tudi kombinacijo obeh, kar lahko nadgradi kvaliteto izdelanega

modela. Na shemi 4.2 je prikazan proces gradnje Bayesove mreºe na dolo£eni domeni.

V nadaljevanju natan£neje predstavljamo oba na£ina s podrobnostmi, kar predstavlja

osnovo, iz katere izhajata raziskovalna osnova in izdelana metodologija CASGen dok-

torskega dela.
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Ko se sre£ujemo s problemom na dolo£eni domeni, je najprej potrebno razmisliti,

ali so BN dobra izbira kot orodje za re²evanje problema. Glede na naravo problema,

so mreºe lahko intuitivna metodologija za modeliranje, lahko pa tudi ne. V naslednjih

alinejah bomo opisali kriterij, ki nam omogo£a identi�kacijo BN kot primernega orodja.

Ker so parametri modela pogojeni s strukturo modela, se gradnja modela vedno za£ne

v dveh stopnjah: najprej je treba identi�cirati spremenljivke, funkcijske in informacijske

odvisnosti med njimi, ki zagotavljajo kvalitativen del modela. Druga stopnja je inter-

aktiven proces, ki vklju£uje testiranje spremenljivk in odvisnih ter neodvisnih kriterijev,

preverjanje usmerjenih povezav od koder se nastavijo vrednosti posameznih parametrov.

Ro£na gradnja verjetnostne mreºe (BN) je zahtevno laboratorijsko delo, ki zahteva ve-

liko sposobnosti, kreativnosti in komunikacije s strokovnjakom na domenskem podro£ju.

Pri tem je treba poudariti dva klju£na problema: identi�kacija relevantnih spremenljivk

in identi�kacija povezav med njimi.

Za uporabo verjetnostnih mreº (BN) obstaja veliko dobrih vzrokov, ki vklju£ujejo

koherentno matemati£no formo za obravnavo nedolo£enosti, avtomatsko konstrukcijo in

adaptacijo modela, glede na podatke, intuitivno in kompaktno predstavitev vzro£no-

posledi£nih relacij in pogojno odvisnih in neodvisnih relacij in zmoºnost podpore ve-

likega spektra analiz, vklju£no s kon�iktno analizo, analizo senzitivnosti in informacijsko

analizo. V nadaljevanju opisujemo kriterij za uporabo BN, kot orodja pri re²evanju

problemov.

4.1.2 Kriteriji za uporabo verjetnostnih mreº

Glede na model in lastnosti verjetnostnih mreº (BN) obstajajo problemi, ki jih lahko

modeliramo z BN. V splo²nem so mreºe lahko dobra izbira za modeliranje, £e de�nicija

problema vklju£uje element nedolo£enosti in izraºa ºeljo po pri£akovanem maksimal-

nem izkoristku. Za uporabo verjetnostnih mreº pri re²evanju problemov lahko posebej

omenimo naslednji kriterij:

• Dobro de�nirane spremenljivke: na primer problemi, kjer so spremenljivke jasne,

kot je domena medicine (glavobol, vro£ina...), manj pride v po²tev pri spremenljivkah,

ki dolo£ajo, ali je nekomu v²e£ dolo£ena slika ali ne

• Problemska domena z vzro£no-posledi£nimi relacijami: v splo²nem mora biti na

voljo znanje, iz katerega lahko potegnemo jasne vzro£no-posledi£ne relacije. Velja
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tudi, da se le-te ne spreminjajo v £asu in so stati£ne. �e se £asovna komponenta

pojavi v problemu, moramo model pravilno rede�nirati v dolo£eni £asovni rezini.

• Nedolo£enost povezana z vzro£no posledi£nimi relacijami: £e so vse vzro£no posledi£ne

relacije natan£no dolo£ene (pogojne verjetnosti so 0 ali 1), potem verjetno obsta-

jajo bolj²i modeli za re²evanje problema. Vendar v ve£ini realnih primerov temu ni

tako.

• Ponavljajo£e re²evanje problema: pogosto se trud, vloºen v izdelavo modela povrne,

£e je narava problema ponavljajo£a. Na primer, zdravnik, ki diagnosticira bolezni

dihal, internetno podjetje, ki razvr²£a svoje kupce, banke, ki se odlo£ajo za odobritev

kreditov. Vse to so problemi, kjer se spreminjajo le vrednosti opazovanih spre-

menljivk, medtem ko vzro£no posledi£ne relacije in mehanizem ostajajo enaki.

• Maksimalena pri£akovana korist: za verjetnostne mreºe so problemi, ki vsebujejo

element odlo£itve pri maksimiziranju koristi odlo£itve, naravna izbira.

Pri tem seveda obstaja kar nekaj domen, kjer BN ali verjetnostne mreºe v splo²nem

niso najprimernej²e kot paradigma modeliranja. Na primer, nekateri problemi pri pre-

poznavanju vzorcev, kot je prepoznavanje prstnih odtisov, kjer ni dobro razumljenega

mehanizma v ozadju vzorca, ali pri problemih, kjer se vzro£no-posledi£ne relacije sprem-

injajo skozi £as (kjer ni �ksne strukture mreºe) in je zato treba pose£i po drugih modelih.

4.1.3 Identi�kacija in tipi spremenljivk

Mnoºica spremenljivk v verjetnostni mreºi predstavlja temelj modela. V osnovi imamo

dve vrsti spremenljivk v mreºah, odlo£itvene in naklju£ne. Naklju£ne spremenljivke

izklju£no v Bayesovih mreºah, medtem ko odlo£itvene uporabljamo v njihovi raz²irjeni

razli£ici. Od naklju£nih se razlikujejo po kontroli, saj z njimi upravlja uporabnik in kot

take predstavljajo njegove odlo£itve. V splo²nem so na voljo diskretne in zvezne spre-

menljivke. Zaradi narave problema v doktorski nalogi posve£amo pozornost predvsem

diskretnim.

Pri tem morajo diskretne spremenljivke v mreºi predstavljati medsebojno izklju£ljive

dogodke. Zna£ilno za verjetnostne mreºe je, da mnoºica spremenljivk predstavlja unikatno

mnoºico dogodkov. To pomeni, da vrednost ali stanje dolo£ene spremenljivke ne smeta

biti medsebojno izklju£ljiva z vednostjo katere druge spremenljivke. �e imamo na primer

dve stanji spremenljivk A in B, ki se medsebojno izklju£ujeta, bomo po vsej verjetnosti
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Spremenljivke

ozadja

Problemske

spremenljivke

Mediacijske

spremenljivke

Simptomske

spremenljivke

Slika 4.3: Zna£ilna vzro£na struktura verjetnostne mreºe.

spremenljivki morali zdruºiti v eno samo AB kot mnoºico vseh njunih stanj. Tak test

pri identi�kaciji spremenljivk imenujemo unikatni test.

�eprav po navadi potrebujemo spremenljivke, ki zadostijo testu unikatnosti, dovolju-

jemo, da se dolo£ena vrednost spremenljivke nastavi v odvisnosti od drugih spremenljivk.

Za izbolj²anje modeliranja in ra£unske zahtevnosti v mreºi zato pogosto uporabljamo

tako imenovane omejitvene spremenljivke (constraint variables), ki nam lahko pomagajo

v mnogih situacijah. Njihova odvisnost temelji samo na star²ih, zato lahko zmanj²ajo

²tevilo pogojnih odvisnosti, ki morajo biti speci�cirane ali prisilijo omejitve na dolo£ene

kombinacije stanj podmnoºic spremenljivk.

Tipi spremenljivk

V procesu identi�kacije spremenljivk poznamo ²tiri tipe spremenljivk [65]:

Problemske spremenljivke so tiste spremenljivke, ki nas zanimajo in za katere ºelimo

izra£unati posteriorno odvisnost, glede na podana opazovanja informacijskih spre-

menljivk (naslednji tip). Po navadi problemskih spremenljivk ne moremo opazovati,

saj druga£e sploh ne bi bilo smiselno graditi verjetnostne mreºe.

Informacijske spremenljivke so spremenljivke, za katere so lahko na voljo dolo£eni

podatki, na podlagi katerih jih opazujemo, in lahko doprinesejo pomembno infor-

macijo pri re²evanju problema. Dve podkategoriji teh spremenljivk so:
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Simptomske spremenljivke so pravzaprav posledice, ki se lahko pojavijo po pojavitvi

problema. Z drugimi besedami so to problemske spremenljivke, ki imajo posledi£en

vpliv na njihove simptome. Po navadi so te naslednice spremenljivk v ozadju in

problemskih spremenljivk. V medicini so take spremenljivke na primer simptomi z

razli£nimi informacijami, kot so krvni tlak, vro£ina, glavobol, teºa itn.

Mediacijske spremenljivke so neopazovane spremenljivke, za katere nimamo interesa

v posteriornih verjetnostih, a igrajo pomembno vlogo za dosego pravilne pogojne

odvisnosti in neodvisnosti. Te spremenljivke imajo star²e pogosto tipa problemskih

in spremenljivk iz ozadja, medtem ko so njihovi otroci simptomske spremenljivke.

Tabela 4.1 predstavlja tipi£no vzro£no odvisne relacije za razli£ne tipe na²tetih spre-

menljivk.

Tip Posledi£nost od

Problemske ni

Spremenljivke ozadja ni

Mediacijske spremenljivke ozadja in problemske spremenljivke

Simtomske ozadne, problemske in medijacijske spremenljivke

Tabela 4.1: Vzro£no odvisne relacije razli£nih topov spremenljivk.

4.1.4 Gradnja strukture

Pri podani mnoºici identi�ciranih spremenljivk za podano problemsko domeno, v nasled-

njem koraku gradimo strukturo mreºe, za katero moramo identi�cirati in preveriti relacije

med posameznimi vozli²£i. Kot smo ºe zapisali, v tem primeru upo²tevamo vzro£nostno

perspektivo pri gradnji mreºe, ki lahko precej izbolj²a jasnost in pravilnost modela, s

pravilnimi predstavitvami odvisnosti in neodvisnosti. Pri tem je vzro£na perspektiva

nujna pri gradnji diagramov vpliva.

Kot smo zapisali v 4.1.3, imamo ²tiri kategorije spremenljivk: (i) spremenljivke

ozadja (informacijske) spremenljivke, (ii) problemske spremenljivke, (iii) mediacijske

spremenljivke in (iv) simptomske (informacijske) spremenljivke. Razli£ni tipi spremenljivk

se posledi£no povezujejo z dolo£enimi tipi. Z upo²tevanjem tega dobimo tipi£no vzro£no

strukturo verjetnostne mreºe, kot je prikazano na shemi 4.3:
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4.2 Strojno u£enje - u£enje Bayesove mreºe iz podatkov

Na podro£ju medicine se iz leta v leto zbira ve£ podatkov, ki obsegajo dolga obdobja.

Tak²ne podatkovne zbirke po navadi vsebujejo visoko vrednostne relacije, ki se skrivajo

med zbranimi podatki. �e je na voljo dobra podatkovna zbirka, lahko na podlagi le-te

izdelamo kvalitetno BN brez na£rtovanja ekspertov.

Za tak²no u£enje morajo zbrani podatki ustrezati razli£nim lastnostim. Med prvimi

morajo podati biti zbrani z veliko pozornostjo. Vrednosti, ki lahko nastanejo v po-

datkovni zbirki kot posledica razli£nih strategij zbiranja podatkov za ta namen, niso za-

ºelene, saj niso v skladu z namenom gradnje modela BN. Prav tako se morajo vsi zbrani

parametri iz zbirke pojaviti v BN ali morajo vsaj zagotavljati preprosto transformacijo

v spremenljivke BN.

Podatkovna zbirka mora zagotavljati tudi dovolj veliko ²tevilo vzorcev za zanesljivo

identi�kacijo verjetnostnih relacij med parametri. Zraven teh splo²nih parametrov mora

podatkovna zbirka ustrezati tudi nekaj implicitnim lastnostim, ki jih zahtevajo metode

strojnega u£enja. Ena predpostavka je, da so vrednosti zbrane za vsak posamezen pa-

rameter in da ni manjkajo£ih vrednosti. Na ºalost v realnem okolju to ne drºi, zato se

v teh primerih uporabljajo razli£ne tehnike za premostitev manjkajo£ih vrednosti. V

tem primeru imamo ve£ moºnih re²itev. Manjkajo£e vrednosti lahko obidemo in vzorce s

takimi lastnostmi zbri²emo iz podatkovne zbirke, lahko jih tudi nadomestimo s pomo£jo

strokovnjakov ali glede na (grobe) verjetnostne ocene porazdelitev. Ve£ina algoritmov

strojnega u£enja tudi domneva, da so vzorci v podatkovni zbirki med seboj neodvisni,

da so torej vrednosti posameznega vzorca neodvisne od njegovega predhodnika.

U£enje BN iz podatkov vsebuje nalogo u£enja strukture mreºe, torej identi�kacije

gra�£ne strukture in u£enje parametrov, to je ocenitev pogojnih verjetnostnih porazdelitev,

ki so povezane z usmerjenim acikli£nim grafom. V veliko u£nih algoritmih sta ti dve nalogi

izvedeni simultano, zato ju posledi£no teºje razlikujemo.

V nadaljevanju si bomo pogledali nekaj algoritmov, ki se uporabljajo za obe omenjeni

nalogi.

4.2.1 U£enje strukture Bayesove mreºe

Za u£enje strukture Bayesove mreºe v osnovi lo£ujemo med dvema splo²nima pristopoma:
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1. Na osnovi omejitev (constraint-based): pristop se za£ne s polno povezanim DAG in

odstranjuje povezave, £e se med podatki izmerijo dolo£ene pogojne neodvisnosti.

2. Iskalno-nagrajevalne (search and score): postopek iskanja se naredi £ez vse moºne

strukture DAG. Vrne se ali najbolj²i DAG ali mnoºica modelov, ki ustreza re²itvi;

ker je ²tevilo moºnih DAG v eksponentni odvisnosti od ²tevila vozli²£ v mreºi, se

predpostavijo omejitve in tako uporabljajo hevristi£ne metode, na primer lokalni

iskalni algoritmi, kot so poºre²no plezanje po hribu (greedy hill climbing) ali globalni

iskalni algoritmi, na primer Markov Chain Monte Carlo.

Drugi pristop u£enja strukture je bolj priljubljen. V nadaljevanju bomo tako predstavili

dobro poznan algoritem K2 in intuitivno omenili ostale metode za gradnjo strukture

mreºe,ki jih najdemo v literaturi.

Algoritem K2

Eden izmed prvih algoritmov za u£enje BN iz podatkov je algoritem K2 [30]. K2 je

poºre²en hevristi£ni algoritem, ki i²£e tak²en DAG, katerega verjetje (likelihood) pri-

dobi maksimalno vrednost in najbolje razloºi podatke. I²£e torej usmerjeni graf G∗, ki

maksimizira verjetnostno porazdelitev produkta mreºe P (G,D) preko vseh moºnih us-

merjenih grafov G. S podano topolo²ko razvr²£enostjo naklju£nih spremenljivk algoritem

gradi za vsako spremenljivko vi optimalno mnoºico star²ev Pa(vi). Za£ne s predpostavko,

da je mnoºica star²ev prazna, in potem iterativno dodaja mnoºici tistega star²a, ki na-

jve£ doprinese k verjetnosti nastale strukture; z dodajanjem star²ev kon£a, ko nobeno

vozli²£e ne doprinese pove£anja verjetnosti P (G,D).

Naj bo V mnoºica n diskretnih spremenljivk, kjer spremenljivka Vi ∈ V vsebuje ri
moºnih vrednosti vi1, . . . , v

i
ri . Naj bo D podatkovna zbirka z m primeri (vzorci), kjer

vsak vzorec vsebuje vrednost za vsako spremenljivko v V . Naj G ozna£uje BN strukturo,

ki vsebuje le spremenljivke V , in naj bo P pripadajo£a mnoºica pogojnih verjetnostnih

porazdelitev. Vsako vozli²£e vi ∈ V (G) vsebuje mnoºico star²ev Pa(vi). Naj wij dolo£a

jto unikatno instanco Pa(vi), glede na D. Predpostavimo, da je qi takih instanc Pa(vi).

De�niramo Nijk, ki predstavlja ²tevilo primerov D, v katerih ima vi vrednost vik in

mnoºico star²ev Pa(vi), zgrajeno iz wij . Naj bo Nij =
∑

k=1 riNijk. �e podamo model

BN, ki predpostavlja, da se vsi vzorci v D pojavijo neodvisno in da imamo uniformno
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diskretno verjetnostno porazdelitev P , potem sledi:

P (G,D) = P (G)
n∏
i=1

qi∏
j=1

(ri − 1)!
(Nij + ri − 1)!

ri∏
k=1

Nijk! (4.10)

K2 algoritem predpostavlja, da je vrstni red spremenljivk na voljo in da so vse strukture

enako moºne. Za vsako vozli²£e vi potem i²£e mnoºico star²ev, ki maksimizira naslednjo

funkcijo:

g(i, Pa(vi)) =
qi∏
j=1

(ri − 1)!
(Nij + ri − 1)!

ri∏
k=1

Nijk! (4.11)

K2 algoritem je primer poºre²ne iskalne metode. Raziskovalci so podobne poºre²ne

metode uporabljali tudi pri klasi�kacijskih sistemih, na primer za gradnjo odlo£itvenih

dreves [65] (Quinlan, 1986) in izbiro spremenljivk [65] (James, 1985).

Ostali algoritmi

Podobne hevristi£ne metode, ki se uporabljajo v ta namen pri iskanju DAG, so na primer

uporaba principa minimalnega opisa (minimum description length MDL) in uporaba

genetskih algoritmov [65].

Drugi na£in u£enja BN iz podatkov je uporaba analize odvisnosti [65]. BN v osnovi

modelira zbirko pogojno odvisnih in neodvisnih stavkov preko Markovega kriterija. Z

analizo podatkovne zbirke se tako lahko izlu²£ijo odvisnosti in neodvisnosti med razli£n-

imi spremenljivkami, na primer z uporabo statisti£nih testov, ki so potem transformirani

v gra�£no strukturo. Primer tak²nega algoritma je informacijsko teoreti£ni algoritem

avtorja Chenga in sodelavcev [65]. Algoritem ima tri stopnje, ki so poimenovane na£rto-

vanje (drafting), debeljenje (thickening) in tanj²anje (thining). V prvi fazi algoritem iz

podatkov izra£una medsebojno informacijsko odvisnost za vsak par spremenljivk (mutual

information). Na tej podlagi tega konstruira grobi usmerjeni graf (digraf). V drugi fazi

doda povezave med posamezne pare, £e spremenljivke med seboj niso pogojno neodvisne

pri dolo£eni pogojni mnoºici spremenljivk. V zadnji fazi vsako pridobljeno povezavo pre-

veri z uporabo pogojnih neodvisnih testov in jo odstrani, £e se izkaºe, da sta povezani

dve spremenljivki pogojno neodvisni.
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4.2.2 U£enje parametrov Bayesove mreºe

Po de�nirani strukturi DAG za Bayesovo mreºo, ki smo jo pridobili s pomo£jo strojnega

u£enja ali ro£ne gradnje eksperta, se lahko izra£unajo potrebne pogojne verjetnostne po-

razdelitve za model. Naj bo X = {X1, . . . , Xn} mnoºica spremenljivk in Sm �ksna struk-

tura Bayesove mreºe z vozli²£i, ki predstavljajo te spremenljivke. Naj bo Θm naklju£na

spremenljivka z zalogo vrednosti θm, vsaka izmed vrednosti odraºa mnoºico realnih ²tevil

pogojnih verjetnostnih porazdelitev, potrebnih za Sm. Predpostavimo, da imamo sedaj

surove podatke v obliki vzorcev (primerov), pri £emer so za vsak vzorec znane vse spre-

menljivke v podatkih. Tak vzorec imenujemo naklju£ni vzorec D = {x1, . . . , xN}, kjer xk
predstavlja instanco spremenljivke X. Na²a naloga je izpeljati vrednosti v θm tako, da

bodo ustrezno razloºile podatke, torej podale pogojne verjetnostne porazdelitve, potrebne

za Bayesovo mreºo. Klasi£na metoda za pridobitev teh vrednosti se imenuje maksimalna

ocena verjetja (Maximum Likelihood Estimation - MLE ). Primerjava razli£nih algorit-

mov u£enja mreºe je podana na primeru organizacije sluºbe nujne medicinske pomo£i

(SNMP) [84].

Maksimalna ocena verjetja

Maksimalna ocena verjetjaMLE vsebuje izbire parametrov iz θm, tako da maksimizirajo

verjetje posameznega vzorca P (D | Sm, θm):

θm∗ = argmaxθmP (D | Sm, θm) = argmaxθm

∏
k

P (xk | Sm, θm) (4.12)

kjer se predpostavi, da je podan model Sminθm, resni£en z vzorci, ki so med seboj neod-

visni in identi£no porazdeljeni. Druga pomembna predpostavka je, da nimamo manjka-

jo£ih podatkov.

Verjetnosti posameznih vzorcev se lahko izrazijo iz pogojnih verjetnostnih porazdelitev

za Sm, ki je dolo£ena z θm:

P (xk | Sm, θm =
∏
i

P (xki | Paki , θm,i) (4.13)

Maksimalno verjetje se lahko optimizira in raz£leni v posamezna verjetja z opti-

mizacijo mnoºice parametrov θm,i, ki predstavlja pogojne verjetnostne porazdelitve, glede
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na posamezne spremenljivke Xi:

θ∗m,i = argmaxθm,i

∏
P (xki | Paki , θm,i) (4.14)

�e je Xi binarna naklju£na spremenljivka (dom(Xi) = true, false), potem imamo oprav-

iti z binomsko porazdelitvijo verjetja za vzorec. �e Di del podatkov, ki vsebujejo le

vrednosti Xi, kjer pi in ni ozna£ujeta ²tevilo pojavitev Xi pri vrednostih true in false,

dobimo:

P (D | θm,i = θpi
m,i(1− θm,i)

ni (4.15)

V tem primeru je maksimalno verjetje podano z opazovanjem frekvence, in sicer:

θ∗m,i =
pi

pi + ni
(4.16)

Za vsako instanco star²ev spremenljivke Xi se ta optimizacija lahko izvede s pridobitvijo

pogojnih verjetnostnih porazdelitev Xi pri podanih star²ih Pa(Xi). Za vsako kon�gu-

racijo star²ev Pa(Xi), pi ozna£uje ²tevilo pojavitev Xi = true (in tistih s false) v vzorcih,

ki vsebujejo Pa(Xi).

MLE pristop ni primeren, £e imamo opravka z manjkajo£imi podatki. V tem primeru

uporabimo metodo najve£jega pri£akovanja (Expectation Maximization), ki jo opisujemo

v nadaljevanju.

Algoritem najve£jega pri£akovanja

Ocene parametrov v primeru manjkajo£ih podatkov se lahko izvedejo z uporabo algo-

ritma najve£jega pri£akovanja (Expectation-Maximization - EM) [95]. EM algoritem je

primeren za izra£un maksimalnega verjetja (maximum likelihood - ML) in maksimalne

posteriorne ocene (maximum a posterior - MAP) v primeru nepopolnih (nepodanih)

gotovosti za parametre in nepopolnih podatkov. EM algoritem se izvede v dveh itera-

tivnih korakih, in sicer: korak pri£akovanja (expectation - E ) in korak maksimalizacije

(maximization - M ).

Naj bo N = (X,G,P ) Bayesova mreºa, za katero bi radi ocenili parametre Θ pri

porazdelitvi P , glede na podatkovno zbirko D. Kot smo ºe zapisali, se ocena parametrov

Θ v odvisnosti od D izvede v dveh korakih, koraku E in koraku M . Pri podani ini-

cializacijski dodelitvi parametrov Θ, E korak izra£una pri£akovano zadostno statistiko
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za Θ. Zadostna statistika je statistika, ki povzame podatke in vsebuje vse relevantne

informacije o podatkih glede na dolo£eno povpra²evanje. M korak maksimizira log-

verjetje parametrov za tak²no statistiko. Ta dva koraka se iterativno izmenjujeta, dokler

ne doseºemo kon£nega kriterija. V primeru manjkajo£ih podatkov je log-verjetnostna

funkcija parametrov de�nirana kot linearna funkcija z zadostnimi robnimi porazdelit-

vami [95]. Log-verjetnostna funkcija l(Θ) parametrov Θ pri dani podatkovni zbirki

D = {c1, . . . , cN ) in danem DAG G je tako: l

(Θ) =
N∑
l=1

P (cl | Θ)

=
N∑
l=1

|V |∑
i=1

P (Xi = xli | Pa(Xi) = xlPa(Xi)
,Θi, c

l)

,

=
|V |∑
i=1

l(Θ)i (4.17)

kjer je l(Θi) =
∑N

l=1

∑|V |
i=1 P (Xi = xli | Pa(Xi) = xlPa(Xi)

,Θi, c
l in velja neodvisnost

med posameznimi parametri l(Θi), kjer so (cli, c
l
Pa(Xi)

) l-ti po moºnosti nepopolni vzorci

v D.

Za Bayesovo mreºo, E korak EM algoritma izra£una pri£akovana ²tetja (zadostno

statistiko za celotno podatkovno zbirko D), kjer je pri£akovanje obravnavano, glede

na porazdelitev produkta preko mnoºice vozli²£ V (spremenljivk X) pod vrednostmi

parametrov Θ in podatkov D:

EΘ(Ni,j,k) =
N∑
l

P (Xi = k, Pa(Xi) = j | cl,Θi, G) (4.18)

kjer je Ni,j,k ²tevilo vozli²£ Xi, Pa(Xi) = (k, j) in cl je l-ti vzorec v D. M korak nato

izra£una novo oceno θ∗ od θi,j,k, tako. da izra£una aktualno zadostno statistiko, glede na

vse vzorce v D, kar zapi²emo z naslednjo ena£bo, kjer je v imenovalcu razviden se²tevek

ocen vseh vzorcev:

θ∗i,j,k =
EΘ(Ni,j,k)∑||X||
k=1 EΘ(Ni,j,k)

(4.19)
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E in M korak ponavljamo, dokler ne nastopi konvergenca l(Θ) ali dokler ne doseºemo

zadostnega ²tevila iteracij. Konvergenca je doseºena, £e je razlika med log-verjetjem dveh

zaporednih iteracij manj²a ali enaka numeri£ni vrednosti log-verjetja krat δ, pri £emer δ

predstavlja de�niran prag in je li(Θ) log verjetje po i-ti iteraciji in li+1(Θ) i+1 iteraciji:

li(Θ)− li+1(Θ) ≤ δ | li+1(Θ) | (4.20)

Pri tem lahko dolo£imo tudi ²tevilo iteracij, da zagotovimo konec procedure.

U£enje parametrov z EM algoritmom optimizira pogojne verjetnostne tabele CPT v

mreºi. Optimizacija maksimizira verjetje za vse moºne spremenljivke in njihova stanja.

Kot smo zapisali, algoritem zraven izra£una frekvence izra£una verjetnosti za manjkajo£e

vrednosti pri posameznih vzorcih v podatkih. EM algoritem upo²teva tudi ºe pridobljeno

znanje, £e so na voljo CPT tabele, ki jih je konstruiral strokovnjak, preden se za£ne u£enje

parametrov mreºe. Te vrednosti v tabelah CPT so upo²tevane kot del podatkov, zato EM

algoritem kombinira znanje v mreºi z znanjem, zajetih v podatkih. To je dobra lastnost

algoritma, saj zagotavlja dopolnitev modela znanja v predstavitvi Bayesove mreºe z

vzorci, izraºenimi v podatkih, kar pripomore h kvaliteti gradnje modela predstavitve

znanja.

4.3 Raz²iritev formalizma Bayesove mreºe v sisteme od-

lo£anja

Do sedaj smo spoznali uporabo in u£enje Bayesovih mreº pri verjetnostnem sklepanju

(inferenci), njihovo ro£no in strojno gradnjo in pomembnej²e algoritme, ki jih za to

uporabljamo. V tem podpoglavju bomo raz²irili model Bayesovih mreº za podporo od-

lo£anju. Z dodajanjem eksplicitne predstavitve odlo£itvenih akcij in njihovih vrednosti

(cen, koristi) uporabe Bayesove mreºe raz²irimo v tako imenovani odlo£itveni model,

imenovan diagram vpliva (In�uence diagram) [78]. Diagrami vpliva zdruºujejo verjetnos-

tno sklepanje s funkcijami koristi in na tak na£in pomagajo uporabnikom pri odlo£itvah

z maksimiziranjem pri£akovanih koristi.

Koristi

Ko se odlo£amo za dolo£eno akcijo, moramo upo²tevati koristi posamezne akcije med

razli£nimi moºnimi izidi akcij, ki so na voljo. Teorija odlo£anja predstavlja na£in za
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predstavitev sklepanja in koristi. Funkcija koristi (utility function) preslika vrednosti, ki

zajemajo �koristi� ali �zaºelenost� v prostor realnih ²tevil. Tak²na preslikava nam do-

voljuje zdruºevanje teorije koristi z verjetnostno teorijo, dolo£neje nam omogo£a izra£un,

katera akcija je tista, ki lahko doprinese najve£jo vrednost (korist) pri podani poljubni

gotovosti in njeni pri£akovani koristi:

EU(A | E) =
∑

P (Oi | E,A)U(Oi | A), (4.21)

kjer je:

• E podana gotovost

• A nedeterministi£na akcija z moºnimi izidi Oi

• U(Oi | A) funkcija koristi vsakega izida pri podani akciji

• P (Oi | E,A) pogojna verjetnostna porazdelitev preko vseh moºnih izidov stanj pri

podani opazovani gotovosti za E in izvedeni akciji A.

Za primer vzemimo snovanje funkcije koristi pri poslovanju. V tem primeru imamo

opraviti z vrednostjo denarja, ki je pogojena s £asom. Povezava med denarjem in koristjo

je na primer razvidna s sheme 4.4, kjer predstavlja £rtkana vrednost nerealen primer, saj

sta korist in vrednost denarja identi£ni. Izrisana £rta predstavlja realnej²i primer, ki je

lahko razumljiv. �e upo²tevamo ekstreme te funkcije, lahko zapi²emo, da gre pri izgubi

dolo£ene koli£ine denarja podjetje v ste£aj. Ve£ja izguba torej za odlo£itev ste£aja ni

ve£ pomembna, saj je podjetje ºe tako v ste£aju. Podobno je pri pridobivanju denarja.

Vzemimo analogijo pri upokojitvi. Posameznik se upokoji, ko v drºavno blagajno odvede

dovolj denarja. Tako ve£ji znesek ni ve£ pomemben (potreben), glede na upokojitev. Na

kratko bi lahko zapisali, da v navedenem primeru pojenjajo robne vrednosti denarja, kar

moramo upo²tevati pri na£rtovanju funkcij koristi. Podoben primer bi lahko navedli tudi

na drugih podro£jih, na primer na podro£ju urgentne medicine, kjer gre za preºivetje

posameznika, ki je pogojena s £asom.

4.3.1 Diagrami vpliva

Diagram vpliva je raz²iritev Bayesove mreºe, ki je sposobna predstavitve klju£nih razmis-

lekov odlo£anja: stanje sveta, odlo£itve ali akcije pod dolo£enimi razmisleki, stanja, ki

so lahko rezultat posamezne akcije in koristi teh pridobljenih stanj.
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Slika 4.4: Funkcija koristi.

Slika 4.5: Razli£ni tipi vozli²£ v diagramu vpliva.

Tipi vozli²£

Diagram vpliva je sestavljen iz treh razli£nih tipov vozli²£, kot je prikazano na sliki 4.5

Tipi vozli²£ v diagramu vpliva:

Naklju£no vozli²£e je ovalne oblike in predstavlja naklju£ne spremenljivke. Gre za

enako vozli²£e, kot je vozli²£e v Bayesovi mreºi, kjer je vsakemu vozli²£u prirejena

CPT tabela, ki podaja verjetnosti vrednosti spremenljivke pri dolo£enih vrednostih

kombinacij njenih star²ev. Pri tem so lahko star²i tako odlo£itvena kot naklju£na

vozli²£a.

Odlo£itveno vozli²£e je pravokotne oblike in predstavlja dolo£eno odlo£itev, ki je bila

podana v dolo£enem £asu. Vrednosti odlo£itvenih vozli²£ so akcije, ki jih uporabnik

izbere pri uporabi diagrama. Odlo£itveno vozli²£e ima lahko naklju£na vozli²£a,

kot posebne primere star²ev, kjer je razvidno, da bo gotovost v star²ih na voljo ob

odlo£itvi v vozli²£u.

Vozli²£a koristi so zapisana v obliki romba in predstavljajo funkcijo koristi. Poimenu-

jemo jih lahko tudi vrednostna vozli²£a. Star²i vozli²£ so spremenljivke; opisujejo

izid stanja, ki neposredno vpliva na koristi in lahko vklju£uje odlo£itveno vozli²£e.
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Slika 4.6: Diagram vpliva za primer stave na dirkah

Vsako vozli²£e koristi ima ustrezno tabelo koristi, z vhodom vsake moºne vrednosti

njenih star²ev, morda tudi z vklju£ujo£o izvedeno akcijo. Kjer je na voljo ve£ vozli²£

koristi, je splo²na korist se²tevek individualnih koristi.

Za predstavitev uporabe razli£nih vrst vozli²£ v mreºi si oglejmo naslednji primer.

Primer stave na dirkah

Jankov favorit Sre£ko bo na dirkah tekmoval z Metinim favoritom Veter. Janko ponudi

Metki prijateljsko stavo: lastnik slab²ega favorita na tekmi pla£a ve£erjo. Za ve£erjo

Janko in Metka ne porabita ve£ kot 15 evrov. Ko se Metka odlo£a, ali bo sprejela stavo,

mora upo²tevati verjetnosti zmage svojega favorita (ki bo zelo odvisna od vremena na

dan tekme). Sama tudi ve, da bo sre£na, ne glede na stavo, £e bo bolj²i njen favorit, in

nesre£na, £e bo bolj²i Jankov favorit.

Diagram vpliva za opisano mreºo je prikazan na shemi 4.6. Diagram ima eno naklju£no

spremenljivko Rezultat, ki predstavlja ali bo Metkin favorit bolj²i od Jankovega favorita

(vrednosti zmaga Vetra, poraz Vetra), in drugo naklju£no spremenljivko V reme, ki pred-

stavlja, ali bo med tekmo deºevalo ali ne (vrednosti deºuje, suho). Diagram vsebuje

binarno odlo£itveno vozli²£e SprejmiStavo, ki predstavlja, ali bo Metka sprejela ali ne

ponujeno stavo, in vozli²£e koristi U , ki izmeri raven zadovoljstva pri stavi.

Apriorne verjetnosti za V reme predstavljajo tipi£ne vrednosti, ki ustrezajo razmeram

v letnem £asu. CPT za Rezultat prikazuje Metkina pri£akovanja in da bo njen favorit

imel ve£je moºnosti za bolj²i rezultat, £e ne bo deºevalo (ker predpostavlja, da ima favorit

Veter izjemno formo v mokrem vremenu).
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Povezave med Rezultat in SprejmiStavo in U zajemajo idejo, da je Metka zado-

voljna, glede na kombinacijo bolj²ega favorita in njene odlo£itve o stavi. Njene ºelje so

eksplicitno zapisane v tabeli koristi. Podana ²tevila ozna£ujejo, da je najbolj²i izid za

Metko zmaga njenega favorita in sprejetje stave (U=40), medtem ko je naslednji izid,

da je zmagal njen favorit, vendar ni sprejela ponujene stave (U=20). Ko njen favorit

izgubi, Metka ni zadovoljna (U=-5), najslab²i pa je primer, kadar njen favorit izgubi in

je sprejela ponujeno stavo U = −20.

Metkino stanje odraºa ve£ kot le riziko denarja, v tem diagramu predstavljenega

problema tudi ni odlo£itvenih vozli²£, ki bi imela vpliv na modelirane spremenljivke.

Ocenjevanje diagramov vpliva

Ocenitev diagrama vpliva z enim odlo£itvenim vozli²£em ocenimo z naslednjim algorit-

mom:

Algoritem: Odlo£itev diagrama vpliva (ena odlo£itev)

1. Vstavi katero koli podano gotovost

2. Za vsako vrednost akcije v odlo£itvenem vozli²£u:

(a) Postavi odlo£itveno vozli²£e na to vrednost.

(b) Izra£unaj posteriorne verjetnosti star²ev koristnega vozli²£a enako kot za Bayesove

mreºe z uporabo standardnega inferen£nega algoritma.

(c) Izra£unaj pri£akovano korist za akcijo.

3. Vrni akcijo z najve£jo pri£akovano koristjo.

Za navede primer z nepodanimi gotovostmi je lahko razvidno, da je pri£akovana korist

v vsakem primeru vsota produktov verjetnosti in koristi razli£nih primerov.

Informacijske povezave

Kot smo ºe omenili pri predstavitvi razli£nih vrst vozli£, se lahko pojavijo povezave med

naklju£nimi in odlo£itvenimi vozli²£i. Te povezave imenujemo informacijske povezave

[65]. Povezave niso na voljo v osnovni ocenitvi diagrama in nimajo dodatnih parametrov.

Namesto tega ozna£ujejo, kdaj moram biti opazovano naklju£no vozli²£e, preden se izvede
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odlo£itev D v odlo£itvenem vozli²£u - a po kateri koli odlo£itvi, ki se mora izvesti pred

D. Z informacijskimi povezavami se ocenitev mreºe lahko raz²iri na izra£un, katere

odlo£itve morajo biti narejene, glede na razli£ne vrednosti v naklju£nem vozli²£u. Z

drugimi besedami - sestavimo lahko tabelo optimalnih akcij, ki je pogojno odvisna od

razli£nih drugih stanj. Prej²nji algoritem raz²irimo z dodatno zanko in na tak na£in

izra£unamo odlo£itveno tabelo.

Algoritem: Izra£un odlo£itvene tabele (ena odlo£itev, informacijske povezave)

1. Vstavi katero koli podano gotovost.

2. Za vsako vrednost akcije v odlo£itvenem vozli²£u:

(a) Postavi odlo£itveno vozli²£e na to vrednost.

(b) Izra£unaj posteriorne verjetnosti star²ev koristnega vozli²£a enako kot za Bayesove

mreºe, z uporabo standardnega inferen£nega algoritma.

(c) Izra£unaj pri£akovano korist za akcijo.

(a) Shrani akcijo z najve£jo koristjo v odlo£itveno tabelo.

3. Vrni odlo£itveno tabelo.

Tipi povezav

Poznamo dve vrsti tipov akcij in odlo£itvenih problemov, prepletajo£e (intervening) in

neprepletajo£e (non-intervening). Neprepletajo£e akcije nimajo neposrednega vpliva na

modelirane naklju£ne spremenljivke, kot je razvidno na shemi 4.7 (a). V navedenem

primeru odlo£itev o stavi ne vpliva na stanje modeliranih spremenljivk, medtem ko pre-

pletajo£e akcije neposredno vplivajo na modeliran scenarij 4.7 (b).

Zaporedno odlo£anje

Do sedaj smo se ukvarjali le s primeri, ki imajo eno samo odlo£itev. Pogosto pa mora

uporabnik sprejeti ve£ odlo£itev ali plan.

Preprost primer zaporednih odlo£itev je situacija, v kateri ima uporabnik na voljo

moºnosti za izvedbo testa, v splo²nem opazovanja, ki bo pripomogla k uporabnim infor-

macijam, preden bo izbrana odlo£itev za nadaljnjo akcijo. V primeru konjskih dirk bi
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Slika 4.7: (a) odlo£itev ne vpliva na stanje spremenljivk (b) vpliv odlo£itve na spre-
menljivke.

Slika 4.8: Diagram vpliva za test-izbiro.

Metka lahko imela izbiro, da pridobi informacije o vremenu (morda s klicem na meteo-

rolo²ko agencijo). Tak tip odlo£itvenega problema ima potem dve stopnji:

1. odlo£itev o izvedbi testa ali opazovanja,

2. izbira odlo£itve (aktivnosti).

Testiranje (opazovanje) odlo£itve pride na vrsto pred izbiro odlo£itve. V mnogih primerih

ima tudi testiranje ali opazovanje posredne stro²ke, povezane s tem, ali v sami ceni

izvedbe, £asa ali drugih posledic. Diagram vpliva, ki predstavlja zna£ilno strukturo

za naveden primer testiranja-izbire zaporednih korakov, je predstavljen na shemi 5.1.

Na shemi sta dve odlo£itveni vozli²£i Test z vrednostmi da in ne in Dejanje s toliko

vrednostmi, kolikor je na voljo izbir. �asovno zaporedje med odlo£itvami je prikazano s

povezavo (precedence link), ki je zapisana kot £rtkana linija.
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�e je odlo£itev narejena za izvedbo testa, bo na voljo gotovost, pridobljena iz opazo-

vanja vozli²£a Opazovanje, preden bo izbrana odlo£itev v vozli²£uDejanje. Zato imamo

informacijsko povezavo od Opazovanje k Dejanje. Vpra²anje, ki se potem poraja, je

pomen informacijske povezave, £e je izbrana odlo£itev, da Test ne bo izveden. Nastala

situacija je dodana z dodajanjem dodatnega stanja neznano k vozli²£u Opazovanje in

ustrezni postavitvi CPT tabele:

1. P (Opazovanje = neznano | Test = ne) = 1

2. P (Opazovanje = neznano | Test = de) = 0

V tem generi£nem diagramu vpliva so povezave med vozli²£em Dejanje do obeh vo-

zli²£ naklju£nega X in koristi U , ki ponazarjata prepletajo£a dejanja z dejanskimi stro²ki.

Obe povezavi lahko umaknemo, £e gre za neprepletajo£a dejanja ali dejanja, pri katerih

ni stro²kov. V diagramu je tudi implicitna predpostavka o hranjenju informacij. Uporab-

nik si zapomni opazovanja in odlo£itve v preteklosti, ki so ponazorjene z informacijsko

in s �precedence� povezavo. Naslednji algoritem prikazuje, kako uporabiti �test-dejanje�

- diagram vpliva za zaporedno odlo£anje.

Uporaba �test-dejanje� odlo£itvenega diagrama

1. Oceni diagram vpliva s katero koli podano gotovostjo (razli£no od izhoda Test)

2. Vrni odlo£itev Test.

3. Vstavi Test odlo£itev kot gotovost.

4. �e je Test = da, potem

• izvedi Test in vrni rezultat.

5. Druga£e

• vstavi rezultat neznano kot gotovost v diagram

6. Oceni diagram vpliva.

7. Vrni odlo£itev za Dejanje.
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4.4 Uporaba Bayesovih verjetnostnih mreº v medicini

Bayesove mreºe se vedno bolj uporabljajo v medicini kot orodje za podporo re²evanja

razli£nih problemov [86, 20, 70, 21]. Nekateri izmed problemov, kjer se mreºe uporabljajo

v medicini, navajamo v nadaljevanju. Na podlagi podobnih idej smo izhajali pri zasnovi

doktorske naloge in jih tako uporabili za potrebe simulacij.

4.4.1 Podpora pri dolo£anju diagnoz

Dolo£anje diagnoze za posameznika temelji na konstrukciji hipoteze o bolezni bolnika,

ki izhaja iz anamneze in diagnosti£nih testov. Diagnosti£ni testi v splo²nem ne zago-

tavljajo popolnoma zanesljivih rezultatov o stanju bolnika. Po navadi njihove vrednosti

obsegajo stanja resni£no pozitivnih (true-positive) in resni£no-negativnih (true-negative)

vrednosti, ki niso enake 100 % senzitivnosti in speci�£nosti. Zato je treba pri gradnji

hipoteze upo²tevati nedolo£enost, ki nastane pri izvedbi razli£nih testov. Bayesove mreºe

ponujajo naravno osnovo za tak²en na£in sklepanja, saj vsebujejo nedolo£enost [27]. V

preteklosti je bilo razvitih precej mreºno podprtih sistemov za diagnozo v medicini, ki

so tudi danes v razvoju [44]. Zelo dobro poznan zgodnji primer tak²nih sistemov je

Path�nder sistem [12, 13] in MUNIN [87]. Pregled ostalih aplikacij strojnega u£enja na

podro£ju medicinske diagnostike podaja Kononenko [34, 33, 32].

Formalno lahko diagnozo de�niramo kot vrednost D∗ za podmnoºico naklju£nih spre-

menljivk, tako da velja

D∗ = argmaxPr(D | ε),

kjer je ε opazovana gotovost, sestavljena iz ve£ simpotomov, znakov in testov. Diagnoza

je torej lahko de�nirana kot maksimalna posteriori (maximum a posteriori assigment

- MPA) na dano podmnoºico spremenljivk. Vzpostavitev MPA iz Bayesove mreºe je z

vidika ra£unske zahtevnosti vse prej kot preprosta naloga in zahteva veliko ra£unske mo£i.

Ker se v realnosti kombinacija bolezni redkeje pojavi skupaj, se v splo²nem diagnosti£no

sklepanje nana²a na eno samo bolezen. Zato je lahko en pristop k temu predpostavka,

da so vse bolezni medsebojno izklju£ujo£e, in se tako posamezne bolezni lahko pojav-

ijo kot vrednost spremenljivke vozli²£a bolezni. Drug pristop je posamezna bolezen v

posameznem vozli²£u, pri katerem se izra£un verjetnostnih porazdelitev izra£una za vsako

spremenljivko posebej. Pri tem ni nujno, da je kombinacija najbolj verjetnih vrednosti

za te lo£ene spremenljivke bolezni enaka MPA.
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Slika 4.9: Struktura prognosti£ne Bayesove mreºe.

Za pomo£ ekspertom v kompleksnih nalogah pri diagnosti£nem sklepanju so Bayesove

mreºe pogosto podprte z metodo selekcije testa, ki pove, kateri vrstni red testov je

tisti, ki najbolj pripomore k zmanj²anju nedolo£enosti o trenutni bolezni obravnavanega

bolnika. Metode testa selekcije v principu uporabljajo informacijsko-teoreti£ne metrike

pri delu z nedolo£enostjo. Te metrike so de�nirane na verjetnostni porazdelitvi bolezenske

spremenljivke in izraºajo pri£akovano vrednost informacije, ki je potrebna, da se vrednost

v spremenljivki vzpostavi iz nedolo£enega v stanje z dolo£enostjo. Shanonova entropija je

pogosto primer take metrike, raz²iri pa se lahko tudi z drugimi informacijami, ki vsebujejo

vrednosti o ceni in stro²kih, povezanih z dolo£eno speci�£no nalogo. Pri tem se selekcija

zaradi ra£unske kompleksnosti izvaja v zaporednih korakih, pri katerih uporabnik lahko

predlaga posamezen test, pridobi rezultate in se potem odlo£i za drugega.

4.4.2 Prognosti£no sklepanje

Prognosti£no sklepanje v medicini se uporablja v predikcijske namene o dogodkih v pri-

hodnosti. Ker je prihodnost sama po sebi nedolo£ena, so Bayesove mreºe tudi v teh

primerih uporabna orodja. Prognosti£no sklepanje v primerjavi z diagnosti£nih sklepan-

jem prina²a uporabno vrednost pri iskanju in uporabi znanja o evoluciji posameznega

procesa, glede na £as. �eprav tak²no za£asno znanje o procesu v bolezni ni zapisano

eksplicitno, je podano v strukturi prognosti£ne Bayesove mreºe na shemi 4.9. Rezultat

in predikcija za posameznega bolnika sta v splo²nem pod vplivom dolo£enega zaporedja

aktivnosti zdravljenja, ki so lahko odvisne od informacij o bolniku, pridobljenih pred

zdravljenjem.
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Formalno lahko prognozo de�niramo kot:

Pr(izhod | E,F ),

kjer so ε ponovno podatki o bolniku, vklju£ujo£ simptome, znake in rezultate testov, in

kjer F dolo£a dolo£eno zaporedje aktivnosti zdravljenja. Izhod se potem lahko preprosto

de�nira kot ena sama spremenljivka, na primer �preºivetje bolnika�, ali tudi bolj kom-

pleksno, vklju£ujo£ druge informacije, ki so pri tem pomembne. V tem primeru je izhod

predstavljen s podmnoºico spremenljivk. Prognosti£ne Bayesove mreºe so v medicini

v razvoju in se z razliko od mreº za namene diagnosticiranja uporabljajo manj £asa.

Raziskovalci so take mreºe predstavili pred kratkim, na primer na podro£ju onkologije

[94, 75] in infekcijskih bolezni [85, 76].

4.4.3 Izbira postopka zdravljenja

Formalizem Bayesovih mreº zagotavlja le zajemanje spremenljivk in njihove verjetnos-

tne porazdelitve produkta, zato dovoljujejo le verjetnostno sklepanje, kot je postavitev

diagnoze za posameznega bolnika ali predikcijo posledic zdravljenja. Za uporabo v pod-

poro odlo£anju pri izbiri posameznega zdravljenja za dolo£eno bolezen pa formalizem ni

dovolj. V ta namen so Bayesove mreºe pogosto vklju£ene v odlo£itveno podprte sisteme,

ki vklju£ujejo njihovo diagnosti£no in prognosti£no sklepanje [85, 75].

Kot drug pristop, ki smo ga ºe navedli, pa formalizem Bayesovih mreº lahko raz²irimo

z vklju£itvijo znanja o odlo£itvah in izbirah. Tak²en primer raz²irjenega formalizma so

diagrami vpliva, ki smo jih natan£neje predstavili v 5. poglavju in se uporabljajo za

podporo pri izbiri zdravljena. Bayesove mreºe se razen omenjenih glavnih treh podro£ij

lahko uporabljajo tudi v sorodnih domenah, kot je na primer modeliranje postopkov v

anesteziji [67], ali organizacija dela v sluºbi nujne medicinske pomo£i [84]. Dobri rezultati

so se pokazali tudi pri triaºi bolnikov, glede na vhodne podatke o abdominalni bole£ini

[90].

4.5 Programska orodja za delo z Bayesovimi mreºami

V prej²njem razdelku smo predstavili razvoj in speci�kacijo metodologije CASGen za

gradnjo medicinskih scenarijev za simulator SimMan, ki temelji na Bayesovih verjetnos-

tnih mreºah in prina²a izbolj²ave pri gradnji scenarijev iz 1) vidika uporabe Bayesovih
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mreº v posameznem stanju, ki omogo£ajo inferenco in tako izbolj²ujejo uporabo scenari-

jev v simulacijskem okolju, ter 2) - v gradnjo scenarijev vna²ajo moºnost uporabe realnih

podatkov, ki na tak na£in simulacijo pribliºujejo realnemu okolju. �e podatkov nimamo

na voljo, jih v ta namen lahko zbiramo za gradnjo simulacij v prihodnje; metodologija

CASGen pa pri tem predstavlja postopek in na£in zbiranja podatkov, ki jih potrebujemo

za pravilno uporabo metodologije za gradnjo scenarija na podlagi podatkov.

V tem razdelku predstavljamo dve empiri£ni ²tudiji uporabe metodologije CASGen, in

sicer primer uporabe metodologije pri situacijah, ko nimamo na voljo zbranih podatkov,

ki bi jih lahko uporabili pri gradnji scenarija, in primer, ko smo scenarij izbolj²ali in

dogradili z realnimi podatki, zbranimi na domeni urgentne medicine. V za£etku razdelka

zato najprej predstavimo programska orodja, ki se uporabljajo za gradnjo Bayesovih mreº

CASGen in nato opi²emo omenjena primera z medicinskega podro£ja, primer ana�lak-

ti£ne reakcije in primer oºivljanja bolnika na terenu.

V nadaljevanju torej predstavljamo programska orodja, ki so na voljo za delo z Bayeso-

vimi verjetnostnimi mreºami. Preizkusili smo nekaj aktualnih orodij, ki jih opisujemo v

nadaljevanju in izmed njih izbrali najustreznej²e, glede na zahteve metodologije CASGen.

4.5.1 GeNIe in SMILE

SMILE in GeNIe sta £lana programskih re²itev, razvitih na univerzi v Pittsburghu. To

programsko orodje je neposreden rezultat raziskav in je bilo razvito za potrebe modeli-

ranja v negotovi domeni, s posebnim poudarkom na diagnosti£nem sklepanju. Orodje,

dokumentacija in primeri aplikacij so prosto dostopni na http://genie.sis.pitt.edu.

GeNIe (The Graphical Network Interface) je gra�£ni vmesnik za knjiºnico SMILE.

Implementiran je v programskem jeziku C++ in uporablja MFC razrede (Microsoft Foun-

dation Classes) operacijskega sistema Windows. Poudarja dostopnost in prijaznost do

uporabnika za kreiranje odlo£itvenih modelov z intuitivnim vzemi in spusti pristopom.

Je uporabniku prijazno okolje za gradnjo gra�£nih odlo£itvenih modelov in modelov di-

agnosti£nega sklepanja. Njegove poglavitne lastnosti so:

• gra�£ni urejevalnik kreira in spreminja modele,

• podpira razli£ne ²umne verjetnostne porazdelitve,

• odli£na funkcionalnost izreºi in prilepi med BN,
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• integracija z Microsost Excel programskim paketom,

• kompatibilnost z ostalimi programskimi re²itvami (Netica, Hugin, Ergo itn),

• podpora diagnosti£nemu upravljanju.

Orodje ima danes ve£ tiso£ uporabnikov, aplikacije orodja pa segajo od industri-

jskih projektov do akademskega raziskovalnega sektorja. Uporablja se tudi kot orodje za

pedago²ke namene na ve£ univerzah.

4.5.2 BayesiaLab

BayesiaLab (http://www.bayesia.com) je orodje za modeliranje BN, razvito pri fran-

coskem podjetju Bayesia. BayesiaLAB ima dva na£ina, na£in za na£rtovanje BN in

na£in za validacijo BN in inferenco. V na£rtovalnem na£inu je omogo£eno na£rtovanje

posameznih vozli²£ in njihovih povezav, medtem ko imamo pri validaciji moºnost razli£ne

izbire algoritmov. Orodje omogo£a uporabo osnovnih algoritmov inference. Zvezne spre-

menljivke je treba diskretizirati, kar je omogo£eno z enakomerno porazdelitvijo frekvence

ali enakomernih intervalov.

4.5.3 Netica

Netica je izdelek podjetja Norsys (http://www.norsys.com) iz Kanade. V Netici najprej

na£rtamo BN, jo prevedemo, nakar lahko uporabimo inferenco na mreºi. Orodje je

pla£ljivo, podobno, kot to velja za BayesiaLab.

4.5.4 WEKA

Weka je odprtokodna zbirka orodij za strojno u£enje in podatkovno rudarjenje Univerze

Waikato v Novi Zelandiji [65]. Na£rtovanje in uporabo Bayesovih mreº so dodali ²ele

v zadnji verziji, vendar gra�£ni vmesnik ²e ne deluje, prav tako pa paket pri delu z

Bayesovimi mreºami ni stabilen. Sicer omogo£a predstavljene algoritme v doktorskem

delu.
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4.5.5 HUGIN

Hugin je razvila skupina na Univerzi Aalborg kot del projekta ESPRIT [65]. Za gradnjo

Bayesovih mreº uporablja algoritme, kot prej omenjena programska orodja, prav tako

pri inferenci uporablja algoritme, ki smo jih predstavili v nalogi. Del Hugina je odkupil

tudi Hewlet Packard - namen razvoja orodja s podporo odlo£itvam.

Glede na dostopnost programskih orodij, njihovo prijaznost do uporabnika, prost

pristop in raz²irjenost in uporabnost v akademskem okolju, smo se odlo£ili za uporabo

orodja GeNIe, s pomo£jo katerega smo aplicirali metodologijo CASGen na dveh realnih

²tudijah, ki ju opisujemo v nadaljevanju.
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Del III

Izdelava metodologije uporabe

verjetnostnih mreº za potrebe

simulatorja
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Poglavje 5

Simulacije kot vzor£no odvisni

sistemi dogodkov in stanj

5.1 Narava izdelave scenarija za simulator

Scenariji so navodila, po katerih delujejo simulatorji med izvajanjem urjenja medicinskega

osebja. Odraºajo bolnikovo stanje, ki se spreminja s £asom, ali glede na posege ose-

bja. V njih morajo biti predvideni vsi zapleti, ki lahko nastanejo, prav tako pa tudi

odzivi simulatorja, glede na intervencije ²tudentov. Model posameznega scenarija lahko

zapi²emo s pomo£jo gra�£nih gradnikov in programskega orodja za gradnjo scenarijev

simulatorja. Iz primera scenarija, in njegove narave, lahko razberemo, da gre pri grad-

nji simulacijskih scenarijev za vzro£no-posledi£ne relacije med posameznimi entitetami,

ki zavzemajo dolo£eno stanje bolnika. Gre torej za vzro£no-posledi£ne povezave, ki ji

lahko u£inkovito modeliramo v obliki grafov. Ti so kvalitativna osnova pri zgradbi ver-

jetnostne mreºe. Z upo²tevanjem nedolo£enosti, ki nastopi v posameznem scenariju, kot

tudi nedolo£enosti, ki nastopa v medicinski domeni pri obravnavi posameznega bolnika,

imamo pri gradnji scenarijev opraviti tudi z verjetnostmi. Oboje skupaj, tako verjetnosti

kot vzro£no posledi£ne relacije, ki jih nevede uporabljamo pri gradnji koncepta scenarija,

so bistveni element modela verjetnostnih mreº. Zato je uporaba modela verjetnostnih

mreº za potrebe gradnje scenarija za simulator naravna, intuitivna in logi£na, saj gre za

povezave �stanja bolnika� med razli£nimi �dogodki�, ki to stanje spreminjajo. Shema 5.1

predstavlja podobnosti med gradniki in okoljem za generiranje scenarijev in Bayesovim

modelom.
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Slika 5.1: Preslikava med modelom BN in gradniki scenarija.

Bayesove verjetnostne mreºe nam tako predstavljajo dobro izbiro za modeliranje prob-

lema gradnje scenarija, saj de�nicija samega problema pri gradnji scenarijev vklju£uje

element nedolo£enosti, kot tudi ºeljo po maksimalnem pri£akovanem izkoristku, ko gre

za £im kvalitetnej²o obravnavo bolnika. V prej²njih poglavjih smo zapisali nekatere na-

jpomembnej²e kriterije, na podlagi katerih se odlo£amo za uporabo verjetnostnih mreº.

Pri naravi problema gradnje simulacije scenarija ugotavljamo, da problem ustreza omen-

jenim kriterijem. Za gradnjo scenarija velja:

• ima dobro de�nirane spremenljivke: na primer problemi, spremenljivke v simula-

torju so jasne (EKG, krvni tlak, saturacija, dihanje itn);

• predstavlja problemsko domeno z vzro£no-posledi£nimi relacijami (adrenalin na

primer vpliva na zoºenje ºil, kar ponovno vpliva na dvig tlaka);

• vsebuje nedolo£enost, povezano z vzro£no-posledi£nimi relacijami: stanje spre-

menljivk v scenariju v veliko primerih vsebuje vrednosti, ki niso deterministi£ne

(na primer: verjetnost, da povrnemo bolniku cirkulacijo po de�brilaciji zavzema

dolo£eno vrednost med 0 in 1);

• scenariji se uporabljajo za razli£ne skupine ²tudentov in razli£ne variacije znotraj

posameznih scenarijev. Na primer ana�lakti£ni ²ok, hitro uvajanje v anastezijo
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itn. Vse to so problemi, kjer se spreminjajo le vrednosti opazovanih spremenljivk,

medtem ko vzro£no-posledi£ne relacije in mehanizem ostajajo enaki. Na podlagi

tega se lahko ²tudentje ve£krat urijo za razli£no re²evanje problemov.

• Maksimalna pri£akovana korist, vsaka odlo£itev v scenariju vsebuje dolo£eno korist,

ki jo lahko razumemo v kontekstu preºivetja bolnika, kvalitete ºivljenja oziroma

ustreznih odlo£itev, ki jih pri£akujemo od ²tudentov (izbira ustreznega zdravila,

izbira primernega odmerka zdravila, izbira primernega £asa itn).

Pri tem seveda obstaja tudi nekaj omejitev, ki smo jih povzeli ºe v uvodu. Gre

predvsem za zaprt sistem scenarija (patentiran izdelek), kjer ni mogo£a implementacija

avtomatske gradnje modela s pomo£jo BN. �etudi bi ta bila na voljo, tega ne bi bilo

smiselno uporabiti, saj smo v domeni medicine, kjer se orodja za podporo odlo£anju

uporabljajo izklju£no za podporo odlo£itvam zdravnika, v na²em primeru gre tukaj za

in²truktorja, ki gradi scenarij. Drugi tak aspekt so vzro£no posledi£ne relacije, ki se

lahko v scenariju spreminjajo skozi £as. V tem delu smo se zaradi kompleksnosti narave

izdelave scenarija, ki predstavlja kompleksen in dolgotrajen proces, omejili na uporabo

klasi£nega modela BN. Tako moºne pojavitve vzro£no-posledi£nih relacij, ki se spremin-

jajo skozi £as, re²ujemo v sami metodologiji CASGen. Ta temelji na skupkih posameznih

BN in diagramu vpliva, ki te mreºe med seboj povezuje. Na tak na£in se £asovna kompo-

nenta transformira med razli£nimi posameznimi Bayesovimi mreºami, vpetimi v strukturi

simulacije.

5.2 Predstavitev znanja v simulatorju z gra�£nim modelom

verjetnostnih mreº

Verjetnostne mreºe so torej ustrezen in naraven model za zapis scenarija in predstavitev

znanja, zraven tega pa nam omogo£ajo tudi

1. u£enje parametrov izdelane mreºe na podlagi realnih podatkov in

2. u£enje strukture na podlagi realnih podatkov.

Simboli£no znanje lahko iz podatkovnih zbirk pridobimo tudi z drugimi simboli£nimi

metodami strojnega u£enja, kot so to na primer odlo£itvena drevesa ali produkcijska

pravila. Vendar nam Bayesove mreºe zraven zapisa znanja v £loveku zapisani razumljivi
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obliki, omogo£ajo tudi moºnost sklepanja (inference) v verjetnostnem okolju. Tako med

ve£ pravilnimi hipotezami pridobimo veljavnej²o, kar pa ne velja za sisteme produkci-

jskih pravil ali odlo£itvenih dreves. Scenarij v simulaciji, kjer se parametri spreminjajo

od primera do primera, lahko na tak na£in zapi²emo z verjetnostno (Bayesovo) mreºo,

kjer gotovost nekega parametra privede do druga£nega scenarija, na katerega se odzove

²tudent v simulacijskem okolju. V naslednjem razdelku podrobno predstavljamo hevris-

ti£no metodologijo za generiranje scenarijev na podlagi uporabe Bayesovih verjetnostih

mreº za simulator, poimenovano CASGen.



Poglavje 6

Izdelava metodologije

Metodologija CASGen (Computer aided generation of sceanrios) temelji na uporabi ver-

jetnostnih mreº za potrebe generiranja scenarijev simulatorja. V poglavju 2 smo pred-

stavili simulacijsko okolje in simulator, kasneje smo podali teoreti£no ozadje in metode

verjetnostnih mreº, ki izhajajo iz teorije grafov in verjetnostnega ra£una. V tem razdelku

pa predstavljamo metodologijo CASGen, ki smo jo razvili za podporo generiranja scenar-

ijev za simulator s pomo£jo Bayesovih verjetnostnih mreº. Kot smo zapisali, predstavlja

gradnja scenarija za simulator kompleksen problem, pri katerem je treba upo²tevati speci-

�£ne karakteristike sistema, prav tako pa tudi karakteristike verjetnostnih mreº.

Metodologija CASGen v osnovi zajema sedem ve£jih sklopov, v okviru katerih po-

drobno razdelamo uporabo Bayesovih mreº za podporo pri gradnji scenarijev za simu-

lator. V tem poglavju opisujemo strukturo metodologije CASGen in njeno arhitekturo

ter natan£no opi²emo vse stopnje, ki jo sestavljajo in se sestojijo iz naslednjih ve£jih

sklopov: analiza problemske domene, gradnja strukture Bayesovih mreº, optimizacija

in u£enje parametrov Bayesovih mreº, integracija Bayesovih mreº v scenarij, dolo£itev

teºavnosti scenarija, gradnja scenarija in uporaba inference v njem. Poglavje sklenemo z

umestitvijo metodologije v realno simulacijsko okolje, kjer je namenjena strokovnjakom

za gradnjo in uporabo scenarija pri urjenju ciljnih udeleºencev za simulatorjem.

6.1 Metodologija CASGen

Metodologija CASGen temelji na uporabi hevristi£nega pristopa uporabe Bayesovih mreº

za podporo strokovnjaku pri gradnji scenarijev za simulator. Shema 6.1 predstavlja
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Slika 6.1: Osnovni gradniki scenarija.

osnovne gradnike okolja simulatorja (glej poglavje 2).

V sekven£nih simulatorjih se scenariji izvajajo po korakih. Kot lahko uvidimo iz

sheme, scenarij sestavljajo posamezni gradniki (�okvirji�) in povezave med njimi. Vsak

okvir vsebuje mnoºico spremenljivk, ki de�nirajo trenutno stanje bolnika, v spodnjem

delu pa potrebne pogoje, da se bolniku stanje spremeni iz enega v drugo Okvirji so tako

med seboj vzro£no-posledi£no povezani, pri £emer se tak²en deskriptivni na£in izvajanja

korakov vedno za£ne z okvirjem, ozna£enim z ni£ (Frame 0). Iz okvirja 0 se pomaknemo

v naslednji okvir, ko udeleºenci izvedejo dolo£en dogodek kot pogoj za prehod v naslednji

element - okvir. Primer je prikazan na sliki 2.23 v poglavju 2.

6.2 Arhitektura metodologije CASGen

6.2.1 Preslikava med predstavitvijo znanja v scenariju in verjetnost-

nimi mreºami

Scenarij torej predstavlja sekven£no zaporedje posameznih stanj, pri £emer vsako stanje

zase vsebuje mnoºico spremenljivk, ki so medsebojno odvisne in to stanje de�nirajo. Gre

torej za dva pogleda odvisnosti, ki se pojavljajo v scenariju:

• vzro£no-posledi£ne povezave med posameznimi spremenljivkami v dolo£enem stanju

• vzro£no-posledi£na povezanost med posameznimi stanji, glede na pogoje pri pre-

hodu iz enega v drugo stanje
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Slika 6.2: Bayesova mreºa za posamezno stanje v scenariju.

Pri prvem na£inu vzro£no-posledi£ni relacij za posamezne spremenljivke v stanju gre za

diagnosti£no vrsto sklepanja, saj na primer tlak vpliva na sr£ni utrip, spet ta lahko vpliva

na CO2, kar vpliva tudi na SO2 izdihanega zraka. Ko torej spremenimo eno vrednost

spremenljivke, se v odvisnosti od te spremenijo tudi parametri nekaterih drugih spre-

menljivk v stanju. Glede na predstavitev posameznega stanja in opisane lastnosti, lahko

relacije med posameznimi spremenljivkami v stanju u£inkovito predstavimo z modelom

diskretne Bayesove mreºe. Tako vsako stanje v scenariju predstavlja Bayesovo mreºo,

ki jo v ta namen konstruira strokovnjak, hkrati pa jo lahko pridobimo tudi na podlagi

realnih podatkov s pomo£jo strojnega u£enja, £e razpolagamo z njimi. Bayesovo mreºo

za posamezno stanje prikazuje shema 6.2.

Uporaba Bayesove mreºe v scenariju pri de�niciji spremenljivk za posamezno stanje

h gradnji scenarija prina²a dve dobrodo²li izbolj²avi:

• Bayesova mreºa v posameznem stanju nam omogo£a inferenco in s tem avtomatske

nastavitve posameznih stanj bolnika, ki jih pri klasi£nem na£rtovanju scenarija

moramo vna²ati ro£no. S tem prihaja do zmanj²anja napak pri uporabi scenarija

v simulacijski u£ilnici in kakovostnej²o uporabo le tega

• �e razpolagamo s primernimi podatkovnimi zbirkami, ki vsebujejo vzorce bolnikov

pri posameznih diagnozah, lahko s pomo£jo strojnega u£enja podatke uporabimo

za u£enje mreºe in nastavitve parametrov ali za gradnjo strukture, po navadi pa

poseºemo po obojem.

V primeru, da podatkov nimamo na voljo, lahko mreºo zgradi strokovnjak. Tako z

uporabo mreºe v vsakem primeru omogo£imo inferenco, ki izbolj²a kakovost pri izvedbi

simulacij, s podatki pa lahko scenarij izbolj²amo tudi s pomo£jo znanja iz realnih po-

datkovnih zbirk, kar je vsekakor poglavitna prednost. Tudi £e s tak²nimi zbirkami ne
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Slika 6.3: Diagram vpliva in povezava stanj v scenariju.

razpolagamo, metodologija CASGen izbolj²uje intuitivno gradnjo scenarija in natan£no

de�nira postopek za zbiranje podatkov v podatkovne zbirke, ki jih lahko v prihodnosti

uporabimo za na£rtovanje scenarija. Tako lahko scenarij teoreti£no na£rtujemo najprej z

de�nicijo potrebnih podatkovnih zbirk za obravnavo problema in ²ele, ko le-te pridobimo,

uporabimo CASGen za gradnjo scenarija, ki ga lahko pridobimo iz vnaprej predvidenih

podatkovnih zbirk. V realnosti je seveda najpogostej²a kombinacija obojega, saj lahko

strokovnjaki zdravniki dolo£ena stanja scenarija gradijo na podlagi strojnega u£enja, kjer

mreºo na tak na£in izbolj²ajo, nekatera, kjer podatkov ni na voljo, pa generirajo ro£no.

Drugi vidik vzro£no-posledi£nih relacij predstavljajo prehodi med posameznimi stanji

in pogoji, ki jih dolo£i uporabnik, izvajalec simulacije. V tem primeru imamo opraviti

z odlo£itvami strokovnjaka pri uporabi samega modela, kjer vsaka odlo£itev vsebuje

dolo£eno oceno njene vrednosti (cenovna, £asovna, kvaliteta zdravljenja . . . ). Ker imamo

opraviti z vzor£no-posledi£nimi relacijami in zunanjimi odlo£itvami uporabnika, nam v

vidiku povezave med stanji opis scenarija omogo£a raz²irjen formalizem Bayesovih mreº

- tako imenovani diagrami vpliva. Na shemi 6.3 so prikazane povezave med gradniki

scenarija in diagramom vpliva.

Kot smo zapisali, vsebuje metodologija CASGen za hevristi£no gradnjo scenarija za

simulator Bayesove mreºe kot posamezna vozli²£a naklju£nih spremenljivk v diagramu

vpliva, ki posamezna stanja povezuje med seboj. Povezave med Bayesovimi mreºami

omogo£ajo odlo£itvena vozli²£a diagrama vpliva, kjer uporabnik (in²truktor na simula-

torju) dolo£i odlo£itve, ki predstavljajo pogoje med prehodi posameznih stanj v scenariju.

Shema 6.4 predstavlja dvoslojno arhitekturo gradnikov metodologije CASGen, katerih

korakih postopoma opisujemo v nadaljevanju.
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Slika 6.4: Dvoslojna arhitektura metodologije CASGen.

6.3 De�nicija Metodologije CASGen

V tem poglavju predstavljamo metodologijo CASGen in jo povzemamo v obliki diagrama,

predstavljenega na shemi 6.8. Iz diagrama lahko razberemo sinergijo in povezavo vseh

sklopov, ki jih opisujemo v nadaljevanju in se zdruºujejo v razviti metodologiji CASGen.

Ta je v pomo£ strokovnjaku na podro£ju simulacij pri uporabi hevristike za na£rtovanje

scenarijev. Pri tem je pomembno poudariti, da prina²a metodologija CASGen naslednje

prednosti gradnje scenarija:

• omogo£a transparenten postopek gradnje scenarija,

• integrira uporabo Bayesove mreºe v gradnjo scenarija,

• omogo£a laºje upravljanje s scenarijem v simulatorju (uporaba inference Bayesovih

mreº in podanih gotovosti) ter

• moºnost uporabe realnih podatkov v gradnji scenarija (uporaba podatkovnih zbirk,

na£rtovanje podatkovnih zbirk za uporabo v simulacijah).
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�e posebej pomembno je poudariti lastnost uporabe realnih podatkovnih zbirk ali nji-

hovega na£rtovanja, ki jih lahko uporabimo pri gradnji posameznih stanj v scenariju z

uporabo Bayesovih mreº. Na tak na£in lahko u£inkovito izbolj²amo urjenje ²tudentov in

jih tako bolje pripravimo na sre£anje z realnim okoljem.

6.4 Analiza problemske domene za scenarij

Pri gradnji scenarija gre torej za izdelovanje modela realnega sveta v dolo£enih situacijah,

ki se kasneje uporabljajo za urjenje ciljnih skupin. Prvi korak metodologije CASGen je

zato analiza obravnavanega problema z zajemanjem vseh potrebnih karakteristik, potreb-

nih za gradnjo scenarija, ki sluºi strokovnjaku kot podpora pri njegovem delu (shema 6.6)

Pri modeliranju scenarija za simulator je tako najprej treba dolo£iti domeno za na£rtovan

scenarij, kjer gre seveda za odlo£itev in²truktorja o urjenju za posamezne ciljne skupine

(na primer izdelava scenarija za ana�lakti£ni ²ok, ki spada v domeno urgentne medicine).

Za dolo£itvijo domene scenarija sledi dolo£itev njegovih posameznih stanj, to je stanj

bolnika, ki lahko nastopijo pri obravnavi. Od tega so nato odvisni prehodi med posamezn-

imi stanji, ki jih dolo£i in ovrednoti strokovnjak in nastopajo v odlo£itvenih vozli²£ih dia-

grama vpliva. Sledi identi�kacija posameznih spremenljivk za posamezno stanje bolnika,

na podlagi katere lahko gradimo Bayesovo mreºo. V procesu identi�kacije, kot smo ºe

zapisali, poznamo ²tiri tipe spremenljivk. K ºe opisanim tipom spremenljivk v domeni

gradnje scenarija dodajamo novo skupino �invariantnih� spremenljivk, ki so potrebne za

prehod med razli£nimi stanji v scenariju, hkrati pa �ziolo²ke spremenljivke v domeni

scenarija predstavljajo splo²ne mediacijske spremenljivke kot jih bomo obravnavali v

nadaljevanju. V nadaljevanju so predstavljeni tipi spremenljivk pri gradnji scenarija za

simulator:

Problemske spremenljivke , za katere ºelimo izra£unati posteriorno odvisnost, glede

na podana opazovanja informacijskih spremenljivk,

Infromacijske spremenljivke , za katere so lahko na voljo dolo£eni podatki, na pod-

lagi katerih jih opazujemo in lahko doprinesejo pomembno informacijo pri re²evanju

problema. Dve podkategoriji teh spremenljivk sta:

Spremenljvike v ozadju vsebujejo informacije v ozadju (predstavljene z eno ali

ve£ spremenljivkami) in so na voljo pred pojavitvijo problema ter imajo posledi£en



6.4. ANALIZA PROBLEMSKE DOMENE ZA SCENARIJ 135

Slika 6.5: Metodologija CASGen.
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Slika 6.6: Analiza scenarija.
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vpliv na problemske in simptomske spremenljivke (glej naslednji tip). Spre-

menljivke v ozadju so po navadi med poglavitnimi spremenljivkami Bayesove

mreºe.

Simptomske spremenljivke so pravzaprav posledice, ki se lahko pojavijo po

pojavitvi problema. Z drugimi besedami so to problemske spremenljivke,

ki imajo posledi£en vpliv na njihove simptome. Po navadi so te naslednice

spremenljivk v ozadju in problemskih spremenljivk. V medicini so take spre-

menljivke na primer simptomi z razli£nimi informacijami, kot so krvni tlak,

vro£ina, glavobol, teºa itn . . .

Fiziolo²ke spremenljivke (mediacijske) so neopazovane spremenljivke, za katere ni-

mamo interesa pri inferenci in izra£unu posteriornih verjetnosti, a igrajo pomem-

bno vlogo za dosego pravilne pogojne odvisnosti in neodvisnosti. Te spremenljivke

imajo star²e pogosto tipa problemskih in spremenljivk v ozadju, medtem ko so

njihovi otroci simptomske spremenljivke. Pri scenarijih in simulatorju mediacijske

spremenljivke predstavljajo �ziolo²ke spremenljivke.

Invariantne spremenljivke so spremenljivke, katerih vrednosti se ob dolo£enih pogo-

jih lahko prenesejo v naslednje stanje scenarija. Invariatne spremenljivke so v sce-

nariju podtip opazovanih spremenljivk, omogo£ajo pa prenos vrednosti po inferenci

v naslednje stanje v scenariju, kar dolo£i ekspert.

Pri scenariju in njegovi gradnji lahko vsaka spremenljivka v stanju spada med infor-

macijske ali problemske odvisno od narave problema, ki ga v stanju opisujemo. �e na

primer nastavljamo krvni tlak, je ta v tem primeru informacijska spremenljivka, problem-

ska pa na primer sr£ni utrip, ki je od tlaka odvisen. Pri drugem primeru snovanja mreºe je

lahko relacija nasprotna, sr£ni tlak je lahko informacijska konferenca, problemska pa krvni

tlak. Pri informacijskih spremenljivkah v scenariju imamo najve£krat opraviti s simp-

tomskimi spremenljivkami, v kompleksnej²ih primerih tudi s skritimi spremenljivkami,

ki so predhodnice problemskih. V naslednjem seznamu navajamo problemske in infor-

macijske spremenljivke, ki nastopajo v simulaciji v posameznem stanju scenarija v ²estih

razli£nih domenah:

EKG: EKG artifakt, QRS kompleks, EKG ritem, EMD/PEA, Extrasystole Rate, Ex-

trasystole Delay, Heart rate

Avskultacja: srce, plju£a, £revo
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Krvni tlak: sistoli£ni, diastoli£ni, Korotkof volume, Auscultation Gap

De�bliracija: Clear Shock Count, Pacing Treshold, Auscultation Gap

Trend: SpO2, CO2, Temp, BP Sys, BP Dia, HR, BR, CO, CVP

Airway: Trizmus, Tongue Edema, Pharingeal obstruction, Decreased range, Laringo

Spasm, Right Pneumothorax, Left Pneumothorax, Right decreased, Left decreased,

Breathing Rate, Vocal sound Sound interval, Sound number

Podrobnosti o nastavitvi zapisanih spremenljvik in njihovih vrednostih ter potrebo

po diskretizaciji v primerih zveznih spremenljvik smo natan£no predstavili v drugem

poglavju.

Mediacijske spremenljivke v scenariju za simulator so �ziolo²ke spremenljivke, ki jih

ne moremo opazovati in za katere nimamo interesa, so pa lahko pomembne pri izra£unu

pogojne odvisnosti in neodvisnosti. Fiziolo²ke spremenljivke v scenariju predstavljajo

naslednje spremenljivke:

• baroreceptroji,

• vazomotori£ni center,

• karidovaskularni center,

• simpatikus,

• parasimpatikus,

• sistemski ºilni upor.

V naslednji tabeli 6.1 podajamo tipi£no vzro£no odvisne relacije za razli£ne tipe

spremenljivk za scenarij.

Tip Posledi£nost od

Problemske ni

Ozadje spremenljivke ozadja

Fiziolo²ke spremenljivke iz ozadja in problemske spremenljivke

Simptomske ozadje, problemske in �ziolo²ke spremenljivke

Invariantne spremenljivke ni

Tabela 6.1: Vzro£no posledi£ne povezave razli£nih tipov spremenljivk.
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Slika 6.7: Identi�kacija in tipi spremenljivk.
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Dolo£itev tipa spremenljivk in vrednosti v metodologiji, naredi ekspert s pomo£jo

tipov predstavljenih spremenljivk na shemi 6.7), prav tako pa tudi diskretizira spre-

menljivke, £e gre za zvezne spremenljivke (pri gradnji scenarija smo se zaradi komplek-

snosti le tega v doktorskem delu omejili na diskretne Bayesove mreºe).

To so osnovni in nujni koraki, ki jih potrebujemo pri prvem sklopu metodologije

CASGen za hevristi£no generiranje scenarija. Opisani koraki zagotavljajo popoln nabor

informacij, ki so tako potrebne za snovanje scenarija s pomo£jo Bayesovih verjetnostnih

mreº.

6.5 Gradnja strukture Bayesovih mreº

Za analizo problemske domene sledi hevristi£ni korak gradnje scenarija, pri katerem

uporabimo diskretne Bayesove mreºe. Kot je razvidno iz arhitekture CASGen, gradimo

Bayesove mreºe za posamezna stanja bolnika v scenariju, dolo£imo jih pri analizi prob-

lemske domene. V tem koraku se odlo£imo tudi za na£in gradnje Bayesovih mreº, ki jih

lahko snujemo ro£no ali zgradimo s pomo£jo strojnega u£enja, pogosto pa za kompleksne

scenarije uporabimo kombiniran pristop.

Kriteriji, ki se navezujejo na odlo£itev avtomatske ali ro£ne gradnje Bayesove mreºe

za posamezno stanje, izhajajo iz podatkovnih zbirk, ki jih imamo na voljo, in zahtev za

strojno u£enje, ki jih na kratko povzemamo. Za podatke velja, da:

• morajo biti pozorno zbrani,

• morajo vsebovati vse parametre, ki se pojavijo v BN,

• podatkovne zbirke morajo zagotavljati dovolj veliko ²tevilo vzorcev.

Preden poseºemo po avtomatski gradnji, lahko verjetnostno mreºo v posameznem stanju

scenarija spreminjamo in dopolnjujemo. Pri tem lahko strokovnjak doda ali odvzame vo-

zli²£e za izbolj²anje predstavitve posameznih vzro£no-posledi£nih povezav v posameznem

stanju, kot je prikazano na shemi 6.8.

6.5.1 Ro£na gradnja Bayesovih mreº

Kot smo ºe zapisal, se gradnja modela BN vedno za£ne v dveh stopnjah: najprej je

treba identi�cirati spremenljivke, funkcijske in informacijske odvisnosti med njimi, ki
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Slika 6.8: a)povezovanje vozli²£, glede na domeno, b) odvzemanje vozli²£, c) dodajanje
vozli²£.
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Slika 6.9: Ro£na gradnja Bayesove mreºe.

zagotavljajo kvalitativen del modela, nato pa sledi iterativen proces, ki vklju£uje testi-

ranje spremenljivk in odvisnih ter neodvisnih kriterijev, preverjanje usmerjenih povezav,

od koder se nastavijo vrednosti posameznih parametrov (6.9). V koraku gradnje ver-

jetnostnih mreº metodologije CASGen, zahteva ro£na gradnja verjetnostne mreºe lab-

oratorijsko delo, ki pogojuje sposobnosti kreativnosti in komunikacije s strokovnjakom

na domenskem podro£ju. Gre torej za korak, ko identi�cirane spremenljivke in njihove

odvisnosti v posameznem stanju, ki smo jih dolo£ili pri analizi scenarija; sedaj uporabimo

za gradnjo posamezne Bayesove mreºe za posamezno stanje v scenariju.

6.5.2 Avtomatska gradnja Bayesovih mreº

Izbor algoritma za gradnjo Bayesovih mreº

Pri avtomatski gradnji se moramo odlo£iti za primeren algoritem, ki ga bomo uporabili za

gradnjo strukture Bayesove mreºe ali u£enje Bayesove mreºe iz podatkov. V metodologiji

uporabljamo v ta namen algoritme, ki smo jih teoreti£no predstavili v 4. poglavju in so

za gradnjo strukture povzeti v naslednji shemi 6.10.
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Slika 6.10: Algoritmi avtomatske gradnje BN.

6.6 Optimizacija in u£enje parametrov

V poglavju 4 smo natan£no zapisali postopek u£enja Bayesovih mreº. Metodologija

CASGen izhaja pri optimizaciji mreºe in u£enju mreºe iz podatkov iz teoreti£nih zasnov

in pri tem dolo£a primerno izbiro algoritma u£enja.

6.7 Integracija Bayesovih mreº v scenarij

Posamezne BN, razvite za stanje v scenariju, poveºemo v scenarij s pomo£jo diagramov

vpliva. Kot smo zapisali v arhitekturi metodologije CASGen, diagrami vpliva pred-

stavljajo mehanizem, s pomo£jo katerega lahko u£inkovito ocenimo koristi posameznih

aktivnosti, in na tak na£in scenarij poveºemo v celoto. V integraciji stanj se v scenar-

iju upo²tevajo tudi invariantne spremenljivke, ki omogo£ijo prenos dolo£enih vrednosti

spremenljivk iz enega v drugo stanje ob dolo£enem pogoju in na neki na£in povezujejo

spremenljivke posameznih Bayesovih mreº med seboj, sicer v ne-vzro£no posledi£nem,

temve£ invariantnem smislu.

6.8 Uporaba inference v scenariju

Inferenca, sklepanje na podlagi verjetnosti v Bayesovi mreºi, je lastnost BN, ki v metodologijo

CASGen vna²a izbolj²avo pri upravljanjem s scenarijem na dolo£eni ciljni skupini. S

pomo£jo postavitev gotovosti lahko v realnem £asu generiramo razli£ne scenarije za
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Slika 6.11: Izbira teºavnosti scenarija.

posamezen problem, ki ga urimo na simulatorju. Kot smo zapisali v poglavju o inferenci,

uporabljamo v ta namen razli£ne algoritme, v na²em primeru metodologije uporabljamo

najbolj raz²irjen inferen£ni algoriem EM [95].

6.8.1 Teºavnost scenarija

Teºavnost scenarija pride v po²tev pri uporabi scenarija za dolo£eno ciljno skupino

²tudentov (zaposleno izku²eno osebje iz bolni²nice, ²tudentje brez klini£nih izku²enj).

Glede na ciljne skupine, lahko s pomo£jo inference in postavitev gotovosti v posameznem

stanju avtomatsko omogo£imo primerno zahtevnost scenarija za posamezno skupino, kar

je prikazano na shemi 6.11.

6.9 Zapis podatkov za strojno obdelavo

Metodologija CASGen predivideva zraven opisanih korakov tudi postopek s katerim lahko

podatke iz realnega okolja zbiramo za primeren na£in, ki je uporaben v metodologiji. V

primeru, da na nimamo na voljo realnih podatkov na podlagi katerih bi lahko izdelali

strukturo Bayesove mreºe za posamezno stanje v zapisanem scenariju ali omogo£ili op-

timizacijo mreºe na podlagi realnih podatkov in smo zato primorani uporabiti ro£no

gradnjo Bayesovih mreº, v metodologiji CASGen podajamo postopek za zbiranje po-

datkov za stanja scenarijev, ki jih lahko v prihodnje generiramo na podlagi primerov

iz realnega okolja in tako uporabimo metodologijo CASGen za generiranje posameznih

stanj scenarija.
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Da bi ekspertom pri gradnji scenarijev za simulator omogo£ili uporabo realnih ²tudij,

v tem podpoglavju podajamo napotke za zbiranje podatkov, ki temeljijo na splo²nih

in speci�£nih dejstvih, izhajajo£ih iz uporabe metod strojnega u£enja, v na²em primeru

Bayesovih mreº, na podlagi katerih je mogo£a u£inkovita uporaba metod strojnega u£enja

na zbranih podatkih. Pri tem so zaºelene naslednje lastnosti:

• identi�kacija relevantnih spremenljivk za podatkovno zbirko

• ovrednotenje posameznih spremenljivk za posamezen primer (nezaºeleni manjkajo£i

podatki)

• reprezentativna vrednost zbranega vzorca

6.9.1 Identi�kacija relevantnih spremenljivk za podatkovno zbirko

Za zbiranje realnih podatkov na podlagi katerih je mogo£e izdelati posamezno stanje

scenarija je treba zagotoviti identi�kacijo vseh relevantnih spremenljivk, za katere bomo

v zbirki hranili vrednosti - glede na diagnozo. Naloga eksperta je v tem primeru torej

izbira tiste mnoºice simptomov, ki bi lahko vplivali na diagnozo, kot tudi potencialne

mnoºice simptomov, za katero bi bilo mogo£e, da imajo dolo£en vpliv. Seveda je pri tem

dobro upo²tevati strukturo simulatorja in njegovih spremenljivk za posamezne scenarije,

saj lahko na podlagi tega sestavimo u£inkovito podatkovno zbirko na podlagi katere bo

mogo£e zgraditi posamezno stanje v simulatorju. Pri tem je treba poudariti, da vsaka

spremenljivka oziroma simptom v Bayesovi mreºi zrcali prirejeno vozli²£e s povezavami.

Zato je treba zagotoviti primerno ²tevilo parametrov, sicer lahko Bayesova mreºa za-

vzame preveliko ²tevilo vozli²£ in postane nepregledna, s tem pa tudi teºje uporabna za

in²truktorja, ki bo njeno strukturo uporabljal v simulatorju.

V primeru velikega ²tevila zbranih simptomov lahko zato poseºemo po tehnikah

izbire ali selekcije atributov, kar predstavlja pomemben korak v podatkovnem rudar-

jenju in tako za Bayesovo mreºo na podlagi le-tega izberemo primerno ²tevilo vozli²£, ki

so primerna za uporabo v simulatorju. Pri tem se lahko posluºujemo razli£nih tehnik

izbire parametrov, ki temeljijo na statisti£nih izra£unih, kot so diskriminantna analiza,

fraktalna kodiranja, uporaba valj£ne transformacije, informacijska neodvisnost in analiza

osnovnih komponent. Ta je med njimi najbolj zastopana in temelji na klasi£ni statistiki in

dolo£itvi tak²nih karakteristi£nih parametrov, ki opisujejo £im ve£jo moºno razpr²enost

v podatkih z najmanj²im ²tevilom lastnosti.
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6.9.2 Reprezentativna vrednost zbranega vzorca

Le £e bomo obravnavali dovolj velik vzorec izbranih primerov iz realnega okolja, bo

posodobljena mreºa na podlagi u£enja parametrov ali mreºa, katero strukturo in parame-

tre smo se nau£ili iz podatkov, predstavljala uporaben vzorec znanja, ki ga lahko uporablja

ekspert kot pomo£ pri gradnji scenarija. Po navadi je za statisti£no obdelavo in torej

tudi obdelavo z metodami strojnega u£enja minimalna zahtevana mnoºica vzorcev ve-

likosti trideset. �e imamo namre£ opraviti z manj²im ²tevilom vzorcev, teºje govorimo

o zanesljivosti in prikazano znanje ne odraºa slike v realnosti. Zato za ²tevilo vzorcev

priporo£amo petdeset ali ve£ izbranih primerov za posamezno stanje v scenariju, ki ga

ºelimo dopolniti na podlagi vrednosti iz realnega okolja.

�ele na podlagi omenjenih karakteristik lahko zbrane podatke integriramo v stanja

scenarija z metodo Bayesovih mreº, saj nam bodo ob omenjenih predpostavkah pridobili

dovolj kvalitetno predstavitev znanja, ki ga lahko uporabimo pri urjenju simulacij v

simulacijskem okolju.

6.10 Umestitev metodologije CASGen v simulacijsko okolje.

Simulacije v medicini vklju£ujejo uporabo simulatorjev, s katerimi posnemamo realno

klini£no okolje, v katerem je bolnik ali ponesre£enec. Simulacijsko okolje, kjer se izvajajo

medicinske simulacije, predstavlja integracijo informacijsko-komunikacijskih tehnologij

in realne medicinske opreme ter u£nega procesa. Razvita metodologija CASGen za

gradnjo hevristi£nega scenarija za simulator se v simulacijsko ustrezno prostorsko okolje

ume²£a kot £len 1), s pomo£jo katerega lahko in²truktor hevristi£no generira scenarije

za posamezen u£ni problem v kompleksnih diagnosti£nih in terapevtskih postopkih v

domeni anesteziologije, intenzivne nege in perioperativnega zdravljenja, in 2) tak sce-

narij potem v okolju tudi uporablja. Shema 6.12 predstavlja umestitev metodologije

CASGen v simulacijski prostor, ki je sestavljen in simulatorja, klini£nega monitorja, kon-

trolne enote simulatorja, ra£unalnika in programske opreme za SimMan ter in²truktorja-

razvijalca, in²truktorja uporabnika in ²tudentov. Iz predstavljene sheme je razvidna

uporaba metodologije CASGen pri in²truktorju. Le-ta si s pomo£jo metodologije izdela

hevristi£no generiran scenarij, ki ga prenese v ra£unalnik za simulator SimMan, ta komu-

nicira s kontrolno enoto za simulator in klini£nim monitorjem, preko katerih se ²tudentje

urijo na izdelanem scenariju. Jasna je tudi lo£itev simulacijskega prostora od kontrolnega

prostora, kjer v slednjem nastajajo scenariji, na katerih se urijo ²tudentje.
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Slika 6.12: Umestitev metodologije v okolje.
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6.11 Reasonov krizni model in metodologija CASGen

Pri kompleksnih medicinskih obravnavah obstaja velika verjetnost neºelenih kriznih do-

godkov. Pri takih dogodkih lahko pride do po²kodb ali celo smrti bolnika. Ti nevarni

dogodki po navadi ne nastopijo samo zaradi enega posameznega vzroka, ampak je vzrokov

ve£ in si sledijo v dolo£enem £asovnem zaporedju. Skupino takih dogodkov lahko pred-

stavimo z modelom, ki vsebuje posamezne lupine; vsaka lupina posebej predstavlja

za²£itno plast pred opisanimi neºelenimi dogodki. Takemu modelu pravimo Reasonov

model in smo ga ºe omenili v poglavju 2.3.2 na shemi 2.16.

V tem modelu je obramba pred neºelenimi ²kodljivimi u£inki zgrajena iz ve£ posameznih

varnostnih plasti oziroma lupin. Vsaka plast skrbi za speci�£no obrambo pred neºelenimi

²kodljivimi u£inki. Napake na posamezni plasti so predstavljene v kontekstu lukenj ²vi-

carskega sira, kjer luknje v rezinah sira nastajajo zaradi morebitnih aktivnih in latentnih

napak (pogojev).

Aktivne napake so nevarna dejanja, ki jih povzro£ijo zdravstveni delavci v neposred-

nem stiku z bolnikom. Zdravstveni delavci tako kot vsi ljudje delajo napake, spodrsljaje,

so lahko v zmoti ali pa so nerodni. Aktivne napake nastajajo na tako imenovanem �os-

trem robu skalpela� in se takoj opazijo. Preobremenjeni zdravstveni delavci negativno

vplivajo na varnost bolnikov [47].

Latentni pogoji so skrivne patogene napake na �topi strani skalpela�, ki neprestano

bivajo in ºivijo znotraj sistema. Latentne napake je teºje odkriti in se jih ve£krat niti

ne zavedamo. Nastajajo iz nepopolne standardizacije postopkov, napak v samem na£r-

tovanju varnostnih protokolov in v najvi²ji vodstveni strukturi delovne organizacije.

Luknje na posameznih stopnjah predstavljajo pomanjkljivosti, ki se s £asom pojav-

ijo ali pa izginejo. V idealno organiziranem zdravstvenem sistemu ni prisotnih nobenih

lukenj. Luknje v sistemu sira se neprestano premikajo, odpirajo in zapirajo ter sprem-

injajo lokacijo. Prisotnost lukenj v eni plasti pa ne pomeni nujno tragi£ne posledice,

saj kratkoro£no vplivajo na integriteto obrambnega sistema. Nevarni dogodek se zgodi,

ko se luknje v nekem £asovnem trenutku v vseh rezinah med seboj poravnajo in tvorijo

trajektorijo. V takem spletu okoli²£in nastopi nesre£ni nevarni ²kodljivi u£inek.

Na prvi plasti obrambe so organizacijski postopki, kjer se ºe vnaprej razmi²lja, kako

prepre£iti napake z vidika organizacije dela. Druga plast predstavlja nadzor nad izvajan-

jem sprejetih klini£nih smernic in drugih standardov za varno delo. Na tretji plasti so

predpogoji nastanka ²kodljivega u£inka. Sem spadajo neustrezne razmere za delo (tem-
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peratura, vlaga, osvetlitev). Na tej ravni moramo upo²tevati tudi izgorevanje delavcev,

nezainteresiranost za delo, utrujenost itn. Na £etrti plasti so sistemi, ki imajo nalogo

prepre£iti aktivne napake. �love²ki faktor kirurga ali anesteziologa privede do aktivnih

napak, ki pa ºivijo le kratek £as. Na tej ravni se pojavijo napake, kot so spodrsljaji,

zmote, nerodnosti, nespretnosti in kr²itve procedur in smernic. Varovalni sistemi na tem

mestu so predvsem tehni£ne narave (alarmi, �zi£ne pregrade, avtomatski izklopi).

Na shemi 6.13 je predstavljena gradnja sekven£nega Reasonovega modela nastanka

²kodljivega u£inka po metodologiji CASGen. Vsaka plast vsebuje spremenljivke, ki jih

po metodologiji CASGen obravnavamo kot Bayesovo mreºo (BN) s posameznimi vozli²£i.

Vozli²£a so znotraj posamezne plasti med seboj povezana v smislu vzro£no-posledi£nih

povezav, kot na primer vpliv odgovornega delavca na svojega pomo£nika v organizacijski

lupini. Dolo£ena vozli²£a v lupini so nato povezana z drugimi vozli²£i v naslednji lupini in

tako tvorijo usmerjen acikli£ni graf. Celotno BN je najbolje zgraditi s pomo£jo ekspertov

in jo nau£iti preko podatkovne baze, ki bi se lahko zbirala za ta namen. Pri izra£unu

inference in dobljenih apriornih vrednostih vseh spremenljivk bi se nato dolo£ila trajek-

torija ²kodljivega dogodka, upo²tevajo£ najve£je verjetnosti in njihove povezave skozi

celotno strukturo Reasonovega varnostnega modela.

Pri izvedbi scenarija z vpeljavo Reasonovega modela je v fazi simulacije zanimiva

umestitev inference po metodologiji CASGen, glede na gotovost (evidence), ki se po-

javi med izvajanjem scenarija. Na sliki je prikazan primer vozli²£a, ozna£enega z N,

ki je v lupini predpogojev za nevarna stanja. To vozli²£e nam na primer predstavlja

razmere za delo v operacijski dvorani, povezane s temperaturo prostora. S slike razber-

emo, da je 85% verjetnosti, da se bo temperatura v dvorani zelo dvignila, kar je posled-

ica razmer oziroma pomanjkljivosti iz predhodnih lupin Reasonovega modela. Zaradi

visoke verjetnosti postavimo to vozli²£e kot gotov dogodek in v scenariju upo²tevamo,

da se je realno temperatura v delovnem prostoru dvignila in tako nastopijo mnogo teºje

razmere za delo, predvsem za kirur²ko ekipo. Nastane spodrsljaj, ko kirurg po pomoti

aktivira elektrokirur²ki aparat na kovinskem delu operacijske mize, ozna£en z vozli²£em

R. Tak spodrsljaj bi privedel do po²kodbe bolnika in opeklin, £e bi zatajil alarmni sistem,

predstavljen z vozli²£em V. Genezo oziroma nastanek alarma bomo v nadaljevanju tudi

opisali, kratka predstavitev pa je podana v poglavju 2.3 na sliki 2.17.

Reasonov model se nam zdi smiselno vpeljati v sistem gradnje medicinskih scenarijev,

saj moramo imeti pri procesu nastajanja scenarija v mislih holisti£ni pristop. Kljub

temu da je osrednja tematika doktorskega dela scenarij za visokonivojski simulator, je
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Slika 6.13: Uporaba metodologije CASGen za gradnjo Reasonovega varnostnega modela.
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Slika 6.14: Razli£ne teºavnostne stopnje scenarija.

treba razmi²ljati v celovitem kontekstu vseh mogo£ih vplivov, ki se pojavijo v realnem

ºivljenju. Bistvo simulacijskih scenarijev pa je ravno v tem, da se £im bolj pribliºajo

realnim okoli²£inam.

6.12 Nadaljnje delo

6.12.1 Teºavnostne stopnje scenarija

Bayesove mreºe (BN) obravnavajo problemsko domeno gradnje medicinskih scenarijev

z vidika pogojnih verjetnostnih porazdelitev, ki jih moramo transformirati v ustrezne

dogodke v scenariju. Na shemi 6.14 so predstavljene ²tiri teºavnostne stopnje scenarija,

ki jih lahko izlu²£imo iz BN. Rednim ²tudentom generiramo scenarije v mejah pogojnih

verjetnostih med 0,75 in 1 oziroma med 0,50 in 0,75. Ti dve podro£ji dolo£ata dve vrsti

scenarijev: za ²tudente brez kakr²nih koli izku²enj se scenariji za£nejo v mejah med 0,75

in 1, medtem ko se za ²tudente, ki so se ºe urili v scenarijih na prej²njih mejah, te meje

na novo postavimo med 0,5 in 0,75. Verjetnosti posameznih stanj scenarija so pogojno

odvisne od vseh ostalih vrednosti, ki nastopajo v BN. Za izredne ²tudente uporabljamo

redka stanja, ki so s konteksta verjetnosti v BN med 0 in 0,25 oziroma med 0,25 in 0,50.

Pri gradnji scenarija smo se omejili na diskretne spremenljivke, medtem ko simula-

tor SimMan ve£inoma manipulira z numeri£nimi spremenljivkami, ki so predstavljene

v tabelah v 2. poglavju. Vendar se je v doktorskem delu pokazala druga dobra plat

uporabe BN, in sicer pri gradnji opisnih scenarijev, ki so pravzaprav eno raven vi²je od
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Slika 6.15: Reason BN.

konkretnega scenarija, ki poteka na simulatorju. To je priprava simulacijskega okolja,

izbira bolnika ali ponesre£enca in ciljna teºavnost oziroma enostavnost scenarija.

6.12.2 Gradnja Reasonovega modela

Na shemi 6.17 je prikazan primer, kako se pripravi krizni scenarij z uporabo Reasonovega

kriznega modela, ºe opisanega v prej²njih poglavjih. Model se po metodologiji CASGen

razdeli na lupine, kjer vsaka lupina vsebuje spremenljivke posamezne varnostne stop-

nje. Povezava spremenljivk se izvede s pomo£jo ekspertov. Prav tako je mogo£a gradnja

celotne strukture BN s podporo ºe objavljenih znanstvenih prispevkov, ki obravnavajo

Reasonov model. Tak pristop smo tudi uporabili pri gradnji na²ega modela, prikazanega

na shemi Reasonovega modela. Raziskovanja, ki so za to potrebna, morajo potekati v

smeri, kako izlu²£iti CPT tabele na podlagi podatkov klasi£ne statistike, ki jih predstavl-

jajo avtorji prispevkov Reasonovega modela.

Na zadnji lupini Reasonovega modela so tudi varnostni alarmni sistemi, ki neposredno

²£itijo bolnika pred nevarnimi stanji. Pri gradnji medicinskih scenarijev nam je to po-

dro£je zanimivo zato, da lahko ovrednotimo in posledi£no simuliramo reakcije udeleºencev
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Slika 6.16: Predstavitev geneze alarma z BN.

te£aja na potencialne po²kodbe. Geneza alarma je bila v predhodnih poglavjih ºe opisana.

Ko se za£ne po²kodba, scenarij prehaja z varnega podro£ja v nevarno in, £e ni ustreznega

ukrepanja, v podro£je po²kodb. Nastanek alarma smo modelirali z BN, ki je predstavl-

jena na shemi 6.16.

Kljub temu da gre pri nastanku alarma za dinami£en proces, smo ga modelirali s

klasi£no BN, kjer smo stopnjevali po²kodbo. Novo stanje po²kodbe je pogojno odvisno

od stopnje prej²nje po²kodbe oziroma intervencij, ki jih izvedejo (ali jih ne izvedejo)

udeleºenci te£aja. Ta koncept £asovne transformacije Bayesove mreºe je predstavil Heck-

erman [8], ki ga je pozneje s sodelavcem tudi izbolj²al [10]. Pri tem scenariju alarma

vsako odlo£itev oziroma ignoriranje alarma ovrednotimo s funkcijami koristi, ki pred-

stavljajo diagram vpliva, s katerim smo nadgradili osnovno Bayesovo mreºo. Uporaba

tak²ne £asovne transformacije pride v po²tev, kadar imamo vzro£no-posledi£ne relacije,

ki si sledijo v £asovnem zaporedju. Udeleºenec te£aja je na primer slabo pozoren na

nastavitve aparata, kjer ja alarm onemogo£en ali pa je sam udeleºenec pozabil prever-

iti, ali je alarm omogo£en ali onemogo£en. Po²kodba P1 nato vpliva na po²kodbo P2,

ki pa je odvisna od tega, kako hitro bo udeleºenec identi�ciral alarm. V naslednjih

fazah mora udeleºenec identi�cirati problem in ga korigirati. �e je udeleºenec te£aja

spregledal alarm, in je bolnik utrpel huj²o po²kodbo, je le-ta odvisna od terapije, ki jo

izvajajo udeleºenci. Spremenljivka po²kodbe ima v tem primeru enak prostor vrednosti,

saj gre le za stopnjevanje mehanizma po²kodbe.
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Slika 6.17: Fuzija simulatorjev.

6.12.3 Fuzija simulatorjev

Univerzalnega simulatorja, ki bi pokrival ²irok spekter medicinskih domen, danes ne

bomo na²li na trºi²£u. Simulatorji so speci�£ni na primer za kirurgijo, anestezijo ali

intenzivno medicino in pokrivajo samo ozko podro£je speci�£nega uporabnika. Zaradi

potrebe po komunikaciji in skupnem vzajemnem delovanju razli£nih ekip, ki sodelujejo v

zdravljenju, je iskanje ustreznih re²itev na tem podro£ju velik izziv. V ²tevilnih raziskavah

je ºe bilo pokazano, kako je pomembno sodelovanje razli£nih timov, predvsem, ko gre

za zelo intenzivno in invazivno zdravljenje, kot so na primer teºki kirur²ki posegi. V

takih primerih je danes edina re²itev postavljanje dveh simulatorjev v eno simulacijsko

okolje. Enostaven primer, ki ga izvajamo na izobraºevanju ²tudentov je ºe bil prikazan na

slikah 2.10 in 2.11. Endoskopski simulator postavimo v neposredno bliºino simulatorja

anestezije in izvajamo vzporedne simulacije. Te simulatorje smo v drugem poglavju

poimenovali kot fuzijo simulatorjev. Izgradnja Bayesovih mreº je v teh primerih nekoliko

zahtevnej²a zaradi speci�£nosti, ki smo jih pokazali na shemi 6.17.

Za fuzijo simulatorjev potrebujemo dva eksperta, ki morata biti usklajena zaradi

prepletanja obeh podro£ij. Povezavo med dvema simulatorjema napravimo tako preko

BN, ki deluje kot povezava med scenariji obeh simulatorjev. �e vpeljemo ²e Reasonov

model kontrole nad kriznimi situacijami, dobimo simulacije, ki so ºe dosti bliºje realnim

razmeram.
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6.12.4 Integracija metodologije v METI simulator

Pomembna lastnost METI simulatorja je, da ga lahko kadar koli preklopimo v tako

imenovan ro£ni na£in. V tem na£inu je omogo£eno, da vse parametre simulatorja ro£no

spreminjamo ali nastavljamo za£etne in kon£ne vrednosti spremenljivk ter dinamiko spre-

memb. S tega stali²£a je metodologija uporabna zaradi inference, ki je bistvo BN. Preko

inference, kjer za gotovosti vzamemo ºe opravljene aktivnosti ²tudentov, gledamo, kako

bomo vodili scenarij. Na lo£enem ra£unalniku, ki je bil predstavljen na sliki umestitve

scenarijev v simulacijski prostor, izvajamo te aktivnosti ob podpori ve£ BN, ki te£ejo

vzporedno, kar je prikazano na shemi 6.18.

Bayesova mreºa nima prevelikega uspeha za podrobno modeliranje vzro£no-posledi£nih

spremenljivk celotnega simulacijskega sistema. Tak²no delo bi predstavljalo zelo kom-

pleksen pristop in vpra²anje je, £e bi bil sploh smiseln. Simulator METI ima na primer

ve£ino �ziolo²kih modelov ºe integriranih in delujejo dobro. Regulacija krvnega tlaka

ja v METI simulatorju modelirana preko baroreceptorskega sistema, ki smo ga opisali v

poglavju empiri£ne ²tudije ana�lakti£ne reakcije. V £love²kem organizmu so regulacijski

mehanizmi sklenjene zanke po navadi z negativnimi povratnimi vezavami, kar pa ni do-

voljeno pri gradnji BN, saj gre za usmerjene acikli£ne povezave, kjer so cikli prepovedani.

Tak²ne zanke lahko edino prekinemo in modeliramo samo posamezne veje, kar smo tudi

storili na primeru baroreceptorjev pri regulaciji arterijskega tlaka. Bayesove mreºe nam

v teh primerih lahko sluºijo kot pokazatelj, v katero smer se bo usmeril dolo£en �ziolo²ki

podmodel. V ro£nem na£inu je mogo£e namre£ nastaviti stopnjo proºenja akcijskih po-

tencialov, ki jih oddajajo baroreceptorji ali razli£ne zaplete, povezane s tehnologijo.

Bayesove mreºe v generiranju scenarijev nam pomagajo pri izvajanju globalnih sce-

narijev, nujno potrebnih za realno simulacijo. Pro�l izbire bolnika na METI simulatorju,

bi glede na razli£ne pogoje, dolo£ili s pomo£jo BN. Enostaven koncept tega primera smo

ºe podali na empiri£ni ²tudiji sr£nega zastoja. METI simulator ponuja ºe nekaj kon-

�guriranih scenarijev, ki predstavljajo bolnike razli£nih starosti, �ziolo²kih parametrov,

zgodovino bolezni in spolov:

• 33-letni mo²ki, zdrav, brez bolezni,

• 29 let stara ºenska, 40 tednov nose£a,

• 70-letna ºenska, kadilka, hipertenzija,

• 61-letni mo²ki, alkoholik, kadilec, bolezni koronark in KOPB,
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• 18-letni mo²ki, zdrav, hipertermi£en, hipermetaboli£en in dehidriran zaradi inten-

zivne �zi£ne aktivnosti.

Pro�li bolnikov so stabilni, dokler jih ne spremeni in²truktor ali na njih vpliva ²tu-

dent s svojimi posegi/aktivnostmi. Uporabnik lahko spreminja preko 100 �ziolo²kih

parametrov (na primer sistemski ºilni upor, volumen krvi v obtoku, itd). V vsaki £asovni

to£ki simulacije se lahko stanje posname in se kasneje uporabi kot nov bolnik. Z BN je

mogo£e iskati ustrezen scenarij iz parametrov posnetih delnih scenarijev in ustvariti adap-

tivni u£ni sistem. Metodologijo prav tako lahko uporabimo pri simultanih simulacijah

ve£ bolnikov, kot je primer oddelek intenzivne nege ali mnoºi£ne nesre£e.
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Slika 6.18: Bayesove mreºe kot podpora METI simulatorju.
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Poglavje 7

Validacija CASGen na scenariju

predbolni²ni£ne reanimacije

7.1 Predstavitev

V tem scenariju simuliramo sr£ni zastoj, ki se pojavi zunaj bolni²ni£nega okolja. Ekipe

nujne medicinske pomo£i, ki prispejo na mesto dogodka, morajo £im prej za£eti s poseb-

nimi postopki reanimacije, ki v osnovi vklju£ujejo masaºo srca, ventilacijo, de�brilacijo

in terapijo z zdravili.

7.2 Analiza problema

Problemska domena spada v podro£je urgentne medicine, ki je zelo dobro pokrita s

smernicami [45].Prognoza preºivetja bolnikov s sr£nim zastojem je zelo slaba, visoko

preºivetje je doseºeno le pri za£etnem sr£nem ritmu prekatne �brilacije (VF), kjer se hitro

za£ne s temeljnimi postopki oºivljanja (TPO) in z dodatnimi postopki oºivljanja (ACLS).

Pomembno vlogo pri preºivetju imajo pri£e dogodka, ²e ve£je moºnosti za preºivetje

pa ima bolnik oziroma ponesre£enec, ki mu te pri£e nudijo postopke kardiopulmonalne

reanimacije (CPR).
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7.3 Opis podatkovne zbirke

Realna podatkovna baza, ki smo jo uporabljali za u£enje strukture BN, vsebuje 737

zapisov, zbranih v Centru za urgentno medicino, Zdravstvenega doma Maribor. Spre-

menljivke, ki nastopajo v scenariju v Genie okolju, smo prikazali na shemi 7.2. Po-

datkovno bazo teh 10 spremenljivk smo podrobneje opisali v prospektivni v ²tudiji [89],

kjer je bil glavni poudarek na prognosti£nih vrednostih ogljikovega dioksida na koncu

izdiha (EtCO2).

Spremenljivke podatkovne baze smo razdelili v tri skupine: informacijske, problemske

in simptomske. Med 6 informacijskih spremenljivk spadajo: spol, starost, pri£e pri zas-

toju, nudenje kardiopulmonalnega oºivljanja (CPR), vzrok sr£nega zastoja in £as prihoda

ekipe nujne medicinske pomo£i (NMP). O£ividci so bili prisotni v 64% primerov, vendar

jih je ºal samo 24% nudilo CPR. Ve£ina bolnikov oziroma ponesre£encev je bilo mo²kega

spola (67%).

Obravnavamo dve problemski spremenljivki, ki ju udeleºenci te£aja lahko spreml-

jajo na monitorju simulatorja. Prva kategori£na spremenljivka je EKG, ki je razdeljena

na prekatno �brilacijo (VF), prekatno tahikardijo brez pulza (VT), asistolijo (ASY) in

elektri£no aktivnost srca brez tipnega pulza (PEA). Druga numeri£na spremenljivka pred-

stavlja ogljikov dioksid na koncu izdiha (EtCO2), izmerjen preko kapnometrije. Simp-

tomski spremenljivki sta povratek spontane cirkulacije (ROSC � Return of Spontaneous

Circulation) in preºivetje (Survive). Povratek spontane cirkulacije pomeni, da ekipe

NMP na terenu vzpostavijo spontano cirkulacijo, dobijo tipne pulze, stabilizirajo bolnika

in ga ga prepeljejo do bolni²nice. Od stopnje po²kodbe oziroma bolezni in bolni²ni£nega

zdravljenja pa je odvisno, ali bo bolnik preºivel ali ne. Ta kategori£na spremenljivka je

ozna£ena kot preºivetje.

7.4 Diskretizacija

V scenariju nastopajo tri numeri£ne spremenljivke, ki jih je bilo treba diskretizirati

za potrebe BN. Starost smo razdelili v 4 skupine, intervale pa smo dolo£ili glede na

enakomerno zastopano ²tevilo primerov (Uniform Counts). Razdelitev je predstavljena

pod oznako a) na shemi 7.1.

Za tako diskretizacijo smo se odlo£ili zato, ker to omogo£a programsko okolje Ge-

NIe. Razdelitev v grobem ustreza 4 pasovom v Gaussovi porazdelitvi, kjer centralna
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Slika 7.1: Diskretizacija spremenljivke starost (a) in £asa prihoda ekipe NMP (b).



164POGLAVJE 7. VALIDACIJA CASGEN NA SCENARIJU PREDBOLNI�NI�NE REANIMACIJE

dva pasova predstavljata starost znotraj enkratnega standardnega odstopanja. Ostala

dva pasova sta na bo£nih pasovih Gaussove krivulje. Razdelitev je v skladu z gradnjo

scenarijev za redne in izredne ²tudente omenjene v prej²njih poglavjih. Bolnikov starih

pod 52 let, je bilo 25%, bolnikov nad 69 let pa 27%.

Druga£e smo se lotili diskretizacije £asa prihoda ekipe NMP. Glede na najnovej²e

trende pri obravnavi sr£nega zastoja [64], smo £as prihoda razdelili v tri faze. �as trajanja

od 0 do 5 minut smo ozna£ili kot elektri£no fazo, £as od 5 do 10 minut kot mehani£no fazo

in £as nad 10 minut kot metaboli£no fazo. Omenjena razdelitev je povezana s prekatno

�brilacijo (VF). V elektri£ni fazi je pomembna £im prej²nja de�brilacija, medtem ko je za

mehani£no fazo pomembnej²a za£etna masaºa srca in nato de�brilacija. Za metaboli£no

fazo ²e ni ustreznih terapijskih postopkov in so potrebna dodatna raziskovanja za ta

£asovni okvir, kjer so preºivetja izredno majhna.

Diskretizacijo ogljikovega dioksida na koncu izdiha smo naredili glede na prej²nje

²tudije, kjer smo iskali napovedne vrednosti EtCO2. Vrednosti smo razdelili v tri skupine:

pod 10 mm Hg, med 10 in 20 mm Hg in nad 20 mm Hg [80, 2]

7.5 Kvalitativni del BN

Kvalitativni del BN je zgradil ekspert na podlagi vzro£no-posledi£nih povezav med spre-

menljivkami.

Starost in spol vplivata na vzrok sr£nega zastoja, ki je lahko kardialni ali nekardialni.

Mlaj²i mo²ki so na primer dovzetnej²i za nekardialni vzrok sr£nega zastoja. Ker gre za

aktivno delovno populacijo, so v njej pogostej²e delovne nezgode in nesre£e. Od vzroka

sr£nega zastoja je odvisno, kak²en EKG ritem se bo razvil, prav tako od starosti bolnika.

Prisotnost o£ividcev na kraju dogodka pomeni takoj²nje obve²£anje centra 112 in v veliki

meri vpliva na uspe²nost oºivljanja na terenu (ROSC � povratek spontane cirkulacije).

Zelo pomembna komponenta, ki vpliva tako na razvoj EKG ritma kot na uspe²nost

oºivljanja, je izvajanje temeljnih postopkov oºivljanja, ki jih nudijo o£ividci. Elektri£na,

mehani£na in metaboli£na faza sr£nega zastoja je ekvivalentna prihodu re²evalne ekipe

in vpliva na ROSC, preºivetje in na EKG ritem. Ogljikov dioksid na koncu izdiha je

dober napovednik ROSC in preºivetja. ROSC je neposredno povezan s preºivetjem. To

pomeni, da, £e na terenu ne vzpostavimo povratka cirkulacije (ROSC), je posledi£no tudi

preºivetje odpusta iz bolni²nice nemogo£e.
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Slika 7.2: Povezava spremenljivk v Bayesovo mreºo.
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Slika 7.3: Apriorna inferenca, izra£unana na 737 primerih iz podatkovne baze.

7.6 Inferenca

Pri scenarijih v domeni predbolni²ni£nega oºivljanja bomo v tem poglavju ve£ pozornosti

namenili inferenci in njeni uporabnosti pri gradnji scenarijev. Na sliki 7.3 vidimo apriorne

verjetnosti vseh spremenljivk v podatkovni bazi.

Apriorne verjetnosti BN smo u£ili na vseh 737 primerih, brez manjkajo£ih vrednosti.

�e ºelimo pripraviti scenarij za ºe ute£eno medicinsko osebje, bomo upo²tevali vrednosti

spremenljivk z manj²imi verjetnostmi; pri rednih ²tudentih, pa upo²tevamo najverjetne²e

scenarije, kar je bilo omenjeno ºe v prej²njih poglavjih. Bayesove mreºe (BN) na ta na£in
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ne uporabljamo samo za najverjetne²e scenarije, kot je obi£ajno pri aplikaciji BN, ampak

tudi za redke primere � krizne situacije. V nadaljevanju sledi opis scenarijev za izredne

in za redne ²tudente.

Scenarij za izredne ²tudente

Bolnik, ki ga bomo obravnavali je ºenskega spola (apriori p=0,33). Izberemo gotovost,

da je bolnica mlaj²a od 52 let (p=100%). Starost smo namre£ diskretizirali v ²tiri

enakomerno porazdeljene razrede. Izredni ²tudentje obravnavajo bolnike v bo£nih paso-

vih Gaussove krivulje. V na²em primeru ali pod 52 ali nad 69 let. Vzrok sr£nega za-

stoja bo nekardialnega izvora (as�ksija, po²kodbe, itd) z vrednostjo p=0,29. O£ividci

niso prisotni (p=0,36) torej ne bodo nudili kardiopulmonalnega oºivljanja (gotovost,

p=100%). Re²evalci bodo na teren prispeli v £asu znotraj 5 minut (p=0,15) in zate£en

elektri£ni ritem bo asistolija (ASY) z verjetnostjo p=0,22. Za£etni EtCO2 bo pod 10

mm Hg (p=0,22), kar bo vodilo v stanje, da bolnice re²evalci ne bodo oºiveli na terenu

(ROSC=NE, p=100%) in posledi£no tudi ne bo preºivetja (SURVIVE=NE, p=100%).

Inferenca je predstavljena na sliki 7.4.

Scenarij za redne ²tudente

Scenarij, v nasprotju od prej²njega, i²£e najverjetnej²e dogodke oziroma stanja, glede

na verjetnosti posameznih spremenljivk. Rednim ²tudentom namre£ ne smemo ponuditi

preve£ redkih situacij, ampak tisto, kar je najverjetnej²e, da bodo doºiveli prvi dan v

novi sluºbi. Apriori verjetnost, da bo bolnik ali ponesre£enec mo²kega spola je p=0,67.

�tudentom na simulaciji zato najprej predstavimo, da gre za mo²kega, starega 60 let.

Povpre£na starost glede na podatkovno bazo je namre£ 60 let. V naslednji fazi gradnje

scenarija zato postavimo obe vrednosti na gotove - spol=M (gotovost, p=100%) in starost

med 52 in 60 let (p=100%). Vzrok za sr£ni zastoj je najverjetneje kardialni (p=0,83).

O£ividci bodo prisotni na mestu dogodka (p=0,64), vendar ne bodo nudili CPR (p=0,76).

Re²evalci prispejo na mesto dogodka v £asu ve£ kot 10 minut (p=0,45). Dosedanje

sekven£ne korake predstavljamo v shemi 7.5.

Najverjetnej²i EKG ritem bo prekatna �brilacija (VF) (p=0,46). Na kapnometru

bomo izmerili vrednosti tlaka ogljikovega dioksida na koncu izdiha nad 20 mm Hg

(p=0,47). Tako visoka vrednost ogljikovega dioksida zelo vpliva na verjetnost vzpostavitve

spontane cirkulacije (ROSC) na terenu (p=0,86). Verjetnost preºivetja bolnikov pa bo
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Slika 7.4: Scenarij za izredne ²tudente.
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Slika 7.5: Scenarij za redne ²tudente.
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samo 9 (odpust iz bolni²nice). Zanimiv primer dobimo, £e postavimo niºjo vrednost

EtCO2 na vrednost med 10 in 20 mm Hg (gotov dogodek). Tedaj se nam pri£akovano

izbolj²a ROSC iz prej²njega 86 na 64, vendar se preºivetje dvigne iz 9 na 12.

V nadaljevanju opi²emo primer uporabe zgrajene in nau£ene Bayesove mreºe na tri-

faznem £asovnem modelu kardiopulmonalnega oºivljanja (CPR) pri prisotni prekatni

�brilaciji (VF).

Scenariji trifaznega modela zastoja srca pri prekatni �brilaciji

Trifazni £asovni model zastoja srca obravnava £asovno zaporedje dogodkov, povezanih s

srcem pri patolo²kem ritmu ventrikularne �brilacije (VF). Model je ºe bil omenjen pri

diskretizaciji spremenljivke prihoda ekipe nujne medicinske pomo£i. Model razdelimo v

naslednje tri £asovne faze:

• elektri£na,

• mehani£na,

• metaboli£na.

Elektri£na faza

Elektri£na faza traja prvih pet minut po pojavu prekatne �brilacije (VF). Pred-

postavljamo, da o£ividci sr£nega zastoja takoj kli£ejo dispe£erski center na telefonsko

²tevilko 112, ki takoj napoti ekipo na teren. Scenarij elektri£ne faze je predstavljen na

shemi 7.6. V scenariju se osredoto£imo na tri klju£ne spremenljivke, ki bodo de�nirale

scenarij elektri£ne faze. Ker gre za scenarij, kjer je dejstvo EKG ritem v obliki prekatne

�brilacije, postavimo gotovost VF=100%. Druga spremenljivka, kjer moramo postaviti

gotovost (evidence), je prisotnost o£ividcev (O£ividci prisotni: DA 100%). Zadnja spre-

menljivka, kjer moramo postaviti gotov dogodek, je prihod ekipe NMP znotraj prvih

5 minut. Ta spremenljivka je ozna£ena z imenom Faza in jo postavimo na vrednost

Elektri£na=100%. Iz scenarija potem od£itamo vrednosti za povratek spontane cirku-

lacije (ROSC), ki zna²a 0,78. Preºivetje je v tem primeru 0,60. Najverjetnej²a vrednost

ogljikovega dioksida na koncu izdiha EtCO2 bo nad 20 mmHg, kar razberemo s sheme

7.6.

Elektri£na faza je s klini£nega vidika izredno pomembna. Znotraj te faze moramo

izvesti takoj²njo de�brilacijo. V tem £asovnem okvirju je po novej²ih raziskavah dokazana
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Slika 7.6: Scenarij elektri£ne faze VF sr£nega zastoja.
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prednost de�brilacije pred umetno masaºo srca (CPR), zato so izrednega pomena na-

mestitve avtomatskih de�brilatorjev za lai£no uporabo na mestih kjer se zbira veliko

ljudi. Sama namestitev seveda ni dovolj, ampak se morajo ljudje nau£iti uporabe teh

aparatov. Sr£no tkivo je v elektri£ni fazi ²e dovolj dovzetno za de�brilacijske tokove in

morfologija �brilacijskih valov je tak²na, da napoveduje uspe²no de�brilacijo, kar je v

na²em scenariju tudi potrjeno zaradi visokih vrednostih ROSC.

Mehani£na faza

Mehani£no fazo imenujemo tudi cirkulatorna ali hemodinamska faza sr£nega zastoja.

Ta faza ustreza £asovnemu okvirju med 5 in 10 minut, ko postane klju£nega pomena

dobava kisika in drugih hranil v vitalna tkiva ºrtve. Pri mehani£ni fazi nastavljamo

gotovosti podobno kot pri prej opisani elektri£ni fazi. O£ividci morajo biti prisotni, EKG

ritem mora biti postavljen na prekatno �brilacijo (VF). Zahtevan prihod re²evalcev je v

£asu med 5 in 10 minut. Scenarij mehani£ne faze je prikazan na shemi 7.7.

Metaboli£na faza

Metaboli£na faza se za£ne po preteku pribliºno 10 minut od nastanka sr£nega zastoja.

Tedaj mo£no pade u£inkovitost de�brilacije in zunanje masaºe. Nadaljnji razvoj dogod-

kov je odvisen predvsem od £im bolj²e ohranitve sr£nega in moºganskega ter drugih

tkiv ob nadaljevanju izvajanja kardiopulmonalnega oºivljanja. Ni ²e jasno, ali je us-

pe²nost oºivljanja v tej fazi odvisna od u£inka dolo£enih, predvsem ireverzibilni, telesnih

mehanizmov, ali pa od neuspe²nosti ukrepov oºivljanja, verjetno pa gre za kombinacijo

obojega. Shema 7.8 prikazuje scenarij metaboli£ne faze. Gotovosti so nastavljene enako

kot v prej²njih dveh scenarijih, le spremenljivka prihoda ekipe NMP zavzame vrednost

£asovnega okvirja nad 10 minut.

Iz vseh treh scenarijev vidimo, kako se zmanj²uje ROSC in preºivetje, ko se pomikamo

od elektri£ne preko mehani£ne do metaboli£ne faze. Preºivetje se zmanj²a iz za£etnih

60% v elektri£ni fazi na samo 8% v metaboli£ni fazi. Padec ROSC-a ni tako izrazit, saj

se vrednost 78% v elektri£ni fazi zmanj²a na 63% v metaboli£ni fazi. Vse tri faze lahko

predstavimo s pomo£jo IF THEN stavkov, ki jih dolo£imo iz Bayesove mreºe vseh treh

scenarijev:

ELEKTRI�NA FAZA - IF O£ividci so pri£e zastoja in EKG=VF in re²evalci

pridejo znotraj 5 minut THEN ROSC=0,78 in sledi PRE�IVETJE=0,60.

MEHANI�NA FAZA - IF O£ividci so pri£e zastoja in EKG=VF in re²evalci

pridejo v £asu med 5 in 10 minut THEN ROSC=0,73 in sledi PRE�IVETJE=0,32.
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Slika 7.7: Scenarij mehani£ne faze VF sr£nega zastoja.
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Slika 7.8: Scenarij metaboli£ne faze VF sr£nega zastoja.



7.6. INFERENCA 175

METABOLI�NA FAZA - IF O£ividci so pri£e zastoja in EKG=VF in re²evalci

pridejo v £asu nad 10 minut THEN ROSC=0,63 in sledi PRE�IVETJE=0,08.

Prikazana je uporaba inference, ki smo jo aplicirali za gradnjo scenarijev predbol-

ni²ni£ne reanimacije. Iz podanih shem je razvidna rekon�guracija stanj posameznih spre-

menljivk, glede na podano gotovost predvsem informacijskih spremenljivk, kar omogo£a

u£inkovite nastavitve variant posameznega scenarija v u£nem procesu. Prednost, ki jo

Bayesove mreºe vna²ajo v gradnjo scenarijev, je uporaba inference pri njihovi uporabi.

In²truktor v simulacijskem okolju lahko namre£ s pomo£jo inference v Bayesovi mreºi

v posameznem stanju scenarija u£inkovito nastavi druga£ne inicializacijske razmere s

postavitvijo gotovosti na informacijske spremenljivke v posameznem stanju. Klasi£en

scenarij zahteva nastavitev vseh spremenljivk, s hevristi£nim pristopom Bayesovih mreº

pa nam inferenca omogo£a kreiranje razli£nih stanj, glede na gotovosti, ki jih podamo v

posamezno stanje.



176POGLAVJE 7. VALIDACIJA CASGEN NA SCENARIJU PREDBOLNI�NI�NE REANIMACIJE



Poglavje 8

Validacija CASGen na scenariju

ana�lakti£ne reakcije

8.1 Opis problema

Ana�laksa ali ana�lakti£na reakcija je takoj²nja preob£utljivostna reakcija na tujo alergeno

snov. Vnos alergenih snovi je pogost preko pika ºuºelk, kot so mravlje, £ebele, ose, sr²eni

in £mrlji. Piki ºuºelk so najpogostej²i vzrok smrti zaradi ºivalskega strupa, zato je

pomembna hitra in dobra diagnoza ter hiposenzibilitacija.

Ana�lakti£na reakcija je redek, a zelo hud zaplet, ki se lahko pojavi tudi po trans-

fuziji samo nekaj ml krvi. Nastane, ko prejemnik nima dovolj IgA protiteles ali pa

so ta odsotna. Takrat dajal£eva IgA protitelesa delujejo kot antigeni. Ob nastanku

imunskih kompleksov se mo£no aktivira imunski sistem, posledica pa je izlo£anje ve-

like koli£ine citokinov, ki povzro£ijo rde£ico, ka²elj, bronhospazem, teºave z dihanjem,

slabost, bruhanje, hipotenzijo, nezavest, ²ok, lahko tudi smrt.

Pogoste ana�lakti£ne reakcije sre£amo tudi pri aplikaciji zdravil, predvsem penicilina.

Reakcije ne reagirajo vedno na glavno kemi£no zmes zdravila ampak tudi na snovi, ki so

dodane zdravilu.

Simptomi ana�lakti£ne reakcije so lahko izpu²£aji, srbenje, ovirano poºiranje ali teºko

dihanje. Reakcija se lahko razvije v ana�lakti£ni ²ok, ki povzro£i ºivljenjsko ogroºajo£e

nevarnosti, kot so padec krvnega tlaka, sr£ne aritmije, bronhialno obstrukcijo in ne-

nazadnje tudi zastoj srca. Preko IgE antiteles se sproºi masivno spro²£anje citokinov iz

177
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mastocitov in bazo�lcev, kar povzro£i zniºanje sistemskega ºilnega upora (SVR), teko£ina

prehaja v drug prostor (intersticij), kar sproºi padec tlaka. Te �ziolo²ke mehanizme smo

modelirali v na²i Bayesovi mreºi. Dodali smo baroreceptorski re�eks, ki se sproºi kot

odgovor na padec tlaka.

Terapija je odvisna od vrste ana�lakti£ne reakcije, pri sistemski ana�laksiji pa je

bolnik hospitaliziran. Pri laºjih primerih se uporabljajo kortikosteroidi in antihistaminiki,

pri teºjih reakcijah pa se aplicira adrenalin.

V ZDA umre vsako leto pribliºno 500 ljudi zaradi ana�laksije, pri tem je 75% smrti

zaradi alergije na penicilin.

8.2 Analiza problema

V prvi fazi gradnje Bayesovih mreº moramo de�nirati posamezna relevantna stanja in

znotraj njih dolo£iti nastopajo£e spremenljivke. Ana�lakti£no reakcijo smo de�nirali na

sedmih stanjih, ki jih podrobno opisujemo v naslednjih alinejah:

1. • INICIALIZACIJA: Normalni sistemski ºilni upor (SVR), normalni plju£ni

ºilni upor (PVR), normalna upornost dihalnih poti (AIRWAY), normalna ven-

ska kapaciteta, SpO2=98%, HR=68, BP=114/54, BR=12 bpm.

• POGOJ: Po£akati, da ²tudentje vstopijo v simulacijski prostor, kamor jih

pokli£e in²truktor (call for help) in prehod v stanje 2.

2. • ZA�ETEK ANAFILAKSIJE: Teºko dihanje, deleº ºilnega ²anta 15%, va-

zodilatacija - padec ºilnega upora (SVR), plju£ni ºilni upor (PVR) faktor 1,25,

upornost dihalnih poti pove£ana, SpO2=95%, HR=80, BP=100/50, BR=18

bpm.

• POGOJ; �e je apliciran adrenalin prehod v stanje 5, SICER po preteku £asa

(2-4 min) prehod v stanje 3.

3. • BLAGA ANAFILAKSIJA: Pove£anje deleºa ²anta na 25%, upornost di-

halnih poti faktor 20 (srednja restrikcija), stridor, venska kapaciteta 1,05,

SpO2=94%, HR=94, BP=100/40, BR=24 bpm.

• POGOJ: �e je apliciran, adrenalin prehod v stanje 6, SICER po preteku

£asa (2-4 min) prehod v stanje 4.



8.2. ANALIZA PROBLEMA 179

4. • POSLAB�ANJE ANAFILAKSIJE: Pove£anje deleºa ²anta na 35%, upor

dihalnih poti 40,0 (teºka restrikcija), venska kapaciteta faktor 1,15, SpO2=90%,

HR=102, BP=90/40, BR=30 bpm.

• POGOJ: �e je apliciran adrenalin, prehod v stanje 6, SICER po preteku £asa

(4-6 min) prehod v stanje 5.

5. • HUDAANAFILAKSIJA: Obstrukcija dihalnih poti, pove£anje deleºa ²anta

na 45%, venska kapaciteta faktor 1,2, SpO2=87%, HR=125, BP=80/40, BR=36.

• POGOJ; �e je apliciran adrenalin, prehod v stanje 6, SICER po preteku £asa

(6-10 min) v stanje 7.

6. • APLIKACIJA ADRENALINA: Upor dihalnih poti normalen (0,81), zman-

j²anje deleºa ²anta na 0,02, faktor plju£nega ºilnega upora (PWR) na 1,1,

sistemski ºilni upor na faktor 0,95, SpO2=97%, HR=66, BP=102/50, BR=20

7. • ANAFILAKTI�NI �OK: Zaprte dihalne poti, SpO2=0%, HR=0, BP=0/0.

Scenarij za£nemo s stanjem, poimenovanim inicializacija. Bolnika, starega 24 let,

sprejmejo v urgentno ambulanto zaradi pika ve£ £ebel. V anamnezi je ugotovljeno, da je

bolnik astmatik in da je ºe bil zaradi astme hospitaliziran. Bolnik pove, da ima v zadnjem

£asu tudi teºave s srcem. Stanje bolnika je stabilno, sr£na frekvenca (HR - Heart Rate)

je 68 1
min , nasi£enost krvi s kisikom (SpO2) je 98%. Bolnik diha (BR - Breathing Rate)

normalno, s frekvenco 12 1
min , krvni tlak (BP) je 114/54. Ker mora ekipa (in²truktorji),

ki so bolnika sprejeli v ambulanto, nujno na drugo delovi²£e, pokli£e pomo£. V tem

trenutku pristopijo udeleºenci te£aja, ki prevzamejo bolnika. Takrat se scenarij pomakne

v novo stanje: za£etek ana�laksije. Na shemi 8.1 so prikazane spremenljivke, ki jih je

dolo£il ekspert za domeno ana�lakti£ne reakcije.

V zgornjem delu sheme 8.1 so mediatorske spremenljivke, ki predstavljajo �ziolo²ke

oziroma pato�ziolo²ke procese. To so spremenljivke, ki regulirajo spremembe arterijskega

tlaka in spremenljivke, povezane z delovanjem srca in oºilja. V sredini so problemske

spremenljivke, ki jih lahko simuliramo na simulatorju SimMan. K tem spremenljivkam

spada ve£ina spremenljivk, izmerjenih s klini£nim monitorjem, kot so saturacija, EKG,

kapnometrija in krvni tlak. S stetoskopom avskultiramo motnje v dihanju - stridor,

medtem ko z opazovanjem bolnika dolo£imo frekvenco dihanja. Zaporo dihalnih poti je

opaziti v teºkem dihanju, otekanju dihalnih poti in posledi£no v neuspe²ni intubaciji. Na

spodnjem delu slike 8.1 pa so informacijske spremenljivke, ki jih pridobimo z anamnezo

in vplivajo na problemske spremenljivke simulatorja.
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Slika 8.1: Spremenljivke ana�lakti£ne reakcije v orodju GeNIe.
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Zraven stanj v delu analize identi�ciramo in ugotovimo tudi tipe spremenljivk, ki jih

potrebujemo za posamezno stanje, glede na metodologijo CASGen (poglavje 8).

Ko je strokovnjak identi�ciral in analiziral domeno problema, sledi naslednji korak

CASGen - gradnja Bayesovih mreº.

8.3 Ro£na gradnja Bayesovih mreº

V primeru ana�lakti£ne reakcije nismo razpolagali s podatkovnimi zbirkami, zato imamo

po metodologiji CASGen pri gradnji posamezne Bayesove mreºe opraviti z ro£no gradnjo

Bayesove mreºe. Sledi torej identi�kacija informacijskih odvisnosti med dolo£enimi spre-

menljivkami, ki zagotavljajo kvalitativen del modela, pri £emer je treba imeti v mislih

iterativen proces, ki vklju£uje testiranje spremenljivk in odvisnih ter neodvisnih kri-

terijev ter preverjanje usmerjenih povezav, od koder se nastavijo vrednosti posameznih

parametrov. Na podlagi teh odvisnosti se dolo£ijo pogojne CPT tabele. Shema 8.2

prikazuje povezave med spremenljivkami, ki smo jih identi�cirali v prvem koraku CAS-

Gen.

Pri testiranju povezav smo upo²tevali vzro£no-posledi£ne relacije med spremenljivkami.

Pri pove£anju krvnega tlaka se karotidna arterija in aorta raztegneta, kar vpliva na

baroreceptorje, kjer se pove£a bazalna vrednost akcijskega potenciala. Akcijski potencial

se prevaja preko glasofaringealnega ºivca in vagusa v kardioregulatorni in vazomotori£ni

center v Meduli oblongati. Kot rezultat pove£ane stimulacije (inervacije) barorecep-

torjev, kardiovaskularni center pove£a parasimpati£no inervacijo srca, ki zmanj²a sr£no

frekvenco (HR). Prav tako kot rezultat pove£ane inervacije iz baroreceptorjev kardio-

vaskularni center zmanj²a simpati£no stimulacijo srca, kjer se zmanj²ata sr£na frekvenca

in utripni volumen (SV). Vazomotori£ni center zmanj²a simpati£no stimulacijo stene

krvnih ºil in povzro£i vazodilatacijo. Vazodilatacija poleg zmanj²evanja sr£ne frekvence

in zmanj²anja utripnega volumna zmanj²uje krvni tlak. Produkt sr£ne frekvence in utrip-

nega volumna je minutni volumen srca, ki nadalje vpliva na tlak in saturacijo s kisikom.

Bolezen srca vpliva na EKG in mo£ levega dela srca, ki se izraºa v popu²£anju srca.

Zaradi tega se zmanj²uje utripni volumen (SV - Stroke Volume). Teºave bolnika zaradi

astme se zrcalijo v hitrej²i zapori dihanja in vplivu na zvoke na plju£ih, kot je stridor.

Citokini, ki se spro²£ajo zaradi ana�lakti£ne reakcije, pove£ujejo plju£no-ºilno upornost

(PVR - Pulmonary Vascular Resistance) in zmanj²ujejo sistemsko ºilno upornost (SVR

- Systemic Vascular Resistance). Ker teko£ina prehaja iz sistemske cirkulacije v zuna-



182POGLAVJE 8. VALIDACIJA CASGEN NA SCENARIJU ANAFILAKTI�NE REAKCIJE

Slika 8.2: Povezovanje spremenljivk v BN. Povezovanje vklju£uje testiranje kriterijev in
preverjanje povezav in je v osnovi iterativen postopek - stanje je prikazano v orodju
GeNIe.
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Slika 8.3: Diagrami vpliva

jceli£ni (ekstracelularni) prostor, se pove£uje deleº ºilnega ²anta. Vzro£no-posledi£ne

relacije so kot vidimo zelo kompleksne narave.

8.4 Diagrami vpliva in odlo£itve

V naslednji fazi gradnje BN je treba dolo£iti pogoje za prehode med posameznimi stanji

ana�lakti£ne reakcije. Reakcija se za£ne z blago ana�laksijo, ki se stopnjuje do hude

ana�laksije. �e se ne ukrepa ustrezno, nam scenarij gre v smeri ana�lakti£nega ²oka.

Pogoji med prehodi iz enega stanja v drugo se modelirajo z diagrami vpliva, prikazanimi

na shemi 8.3.

Predstavljene so ²tiri odlo£itve, ki so ovrednotene s funkcijo koristi. Osrednja od-

lo£itev je aplikacija zdravila adrenalina, ki je najpomembnej²a. Adrenalin deluje na

oºilje tako, da skr£i ºile, nakar se pove£a krvni tlak. Najvi²jo korist dodelimo odlo£itvi

v £im prej²nji aplikaciji adrenalina. Korist nato upada, ko se stopnjuje komplikacija

ana�lakti£ne reakcije. Odlo£itev o aplikaciji kisika sicer ni pogoj za prehod iz enega v

drugo stanje, ampak je pomembna komponenta v terapiji. Kisik se mora prav tako kot

adrenalin aplicirati £im prej. Najve£jo korist dobi odlo£itev o aplikaciji kisika v 2. stanju,

potem pa se korist zmanj²uje. V primeru, da na bolnika ni priklju£en klini£ni monitor, ga

je treba priklju£iti. �e ni monitoringa, potem ni izmerjenih spremenljivk in udeleºencem

onemogo£imo pregled nad spremenljivkami. Avskultacija prina²a dodatne to£ke v skupni

koristi, saj se le na ta na£in ugotovijo pato�ziolo²ki zvoki na plju£ih.
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Slika 8.4: Stanje inicializacije v scenariju ana�lakti£ne reakcije

8.5 Redukcija vozli²£

Zaradi izredno zapletene zgradbe BN smo se odlo£ili za redukcijo vozli²£. Kompleksna

zgradba zahteva namre£ zelo zahtevne pogojne CPT tabele. Na primer, vozli²£e, ki

predstavlja minutni iztis srca (CO), bi zahtevalo vnos 54 vrednosti v pogojno CPT tabelo,

glede na kombinacije vseh vrednosti star²evskih vozli²£ (utripni volumen, sr£na frekvenca

in ºilni ²ant). Vsaka od treh spremenljivk ima po tri diskretne vrednosti, kar pove£a

dimenzijo CPT tabele. Nova stanja smo zato sestavili iz samo sedmih spremenljivk

(sr£na frekvenca, frekvenca dihanja, krvni tlak, saturacija, stridor, EKG ritem in zapora

dihalnih poti).

V nadaljevanju bomo prikazali tri stanja, ki smo jih zgradili iz Bayesovih mreº v

okolju GeNIe. Za£etno stanje inicializacije je prikazano na sliki 8.4. Kot vidimo, so

vrednosti vseh spremenljivk v normalnih vrednostih.

V Bayesovi mreºi, prikazani na shemi 8.5, je prikazano poslab²anje ana�lakti£ne

reakcije.

Na shemi 8.6 je prikazano stanje ana�lakti£nega ²oka. V tem stanju bolnik ne diha,

EKG ritem je v fazi prekatne �brilacije (VF), sr£ne frekvence ni prisotne, zapora dihalnih

poti, krvni tlak pa je enak ni£.
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Slika 8.5: Stanje poslab²anja ana�lakti£ne reakcije.

Slika 8.6: Stanje ana�lakti£nega ²oka.
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Slika 8.7: Shematski prikaz scenarija SimMan v povezavi z ogrodjem GeNIe in
metodologijo CASGen.

8.6 Izdelan scenarij za simulator SimMan

Za vsako stanje izdela strokovnjak, glede na metodologijo CASGen Bayesoo mreºo, ki

predstavlja vzro£no-posledi£ne relacije med posameznimi spremenljivkami v stanju, kot

smo to prikazali v prej²njih dveh sekcijah. Izdelan scenarij predstavlja kombinacijo omen-

jenih korakov, in sicer povezavo vseh stanj, ki so ponazorjena z Bayesovimi mreºami v

obliki diagrama vpliva, kot smo ga predstavili na shemi 8.7

Pri validaciji metodologije smo ugotovili, da predstavlja zahteven postopek za eksperta

dolo£itev CPT tabel. Zato predlagamo, da se CPT tabele oziroma u£enje parametrov

dolo£a avtomatsko na podlagi strojnega u£enja Bayesove mreºe. Moºne re²itve pred-

stavljajo razcepitev podatkovne zbirke na posamezne dele, kjer vsak del predstavlja eno

stanje v scenariju. Prakti£no bi tak²no idejo lahko implementirali na podatkovni zbirki

anestezijskega informacijskega sistema AIMS RECALL Univerzitetnega klini£nega cen-

tra Maribor. Omenjeni informacijski sistem zajema podatke vitalnih funkcij v intervalih

30 sekund. Zajemajo se vse vitalne funkcije iz klini£nih monitorjev in anestezijskega
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aparata. Omogo£en je vnos posebnih dogodkov v sistem, kot je na primer za£etek in-

tubacije ali aplikacija dolo£enega zdravila. Pravilne nastavitve sistema nam omogo£ajo

ºelene prereze podatkovne zbirke, ki jih lahko uporabimo za posamezno stanje v scenariju.
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Poglavje 9

Preverjanje metodologije CASGen

Metodologijo CASGen smo preverili kvalitativno, saj smo jo zaenkrat preizkusili na dveh

scenarijih, ki smo ju predstavili v prej²njih dveh poglavjih 7 in 8. Kvalitativna anal-

iza izdelane metodologije je zajemala predstavitev metodologije in kon£nih scenarijev

ekspertom - strokovnjakom na razli£nih podro£jih medicine. Strokovnjaki so v intervju-

jih podali odgovore, s katerimi smo ocenili uporabo CASGen orodja za podporo gradnje

medicinskih scenarijev.

9.1 Predstavitev metodologije ekspertom

Metodologijo smo predstavili 11 ekspertom, ki se zraven rednega dela ukvarjajo tudi z

izobraºevanjem zdravstvenih delavcev. Povpre£na starost strokovnjakov je bila 41±6 let.
Strokovnjaki so pokrivali podro£ja urgentne medicine, anestezije, kirur²ke intenzivne ter-

apije, internisti£ne intenzivne terapije, nevrologije in pediatri£ne intenzivne medicine. En

ekspert je bil diplomirani zdravstvenik z ERC licenco in izku²njami v izobraºevanju nujne

medicinske pomo£i. Ve£ina strokovnjakov je bila mo²kega spola (n=9). Z eksperti smo

opravili intervjuje za pridobitev naslednjih mnenj: 1) ovrednotenje razumevanja in na-

mena metodologije za gradnjo scenarija, 2) prednosti uporabe Bayesovih mreº za gradnjo

scenarijev, 3) uporabnost metodologije pri izdelavi scenarija, 4) uporabnost metodologije

pri uporabi scenarijev v simulacijskem okolju, 5) £asovna zahtevnost pri implementaciji

metodologije in 6) preprostost uporabe metodologije in moºne izbolj²ave v prihodnosti.

Mnenja strokovnjakov smo predstavili z Likertovo ²tiristopenjsko lestvico, in sicer nezado-

voljivo (1), zadovoljivo (2), dobro (3) in zelo dobro (4). Strokovnjaki so podali tudi

189
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Slika 9.1: Rezultati statisti£nega eksaktnega binomskega testa.

mnenja o izbolj²avi razvoja metodologije v prihodnje.

Splo²no pozitivno mnenje o ustreznosti metodologije je podalo 10 ekspertov, eden

pa je podal negativno mnenje o primernosti metodologije za scenarij, kar smo prikazali

tabelari£no na shemi 9.1. Uporabili smo eksakten binomski test, kjer smo na²e odgovore

primerjali z enakomerno porazdelitvijo (α = 0, 5). Razlika je bila statisti£no signi�kantna

p = 0, 012.

V naslednjem odstavku so predstavljene oporne to£ke v obliki vpra²anj, na kat-

era smo ºeleli dobiti odgovore z namenom podrobnej²ega ovrednotenja metodologije.

Odgovore smo statisti£no obdelali tako, da smo med seboj primerjali klju£na vpra²anja

o metodologiji CASGen. V nadaljevanju so predstavljeni sklopi vpra²anj.

DEL I - jasnost opisa metodologije CASGen

1. Kako razumljivo je podan postopek uporabe BN v CASGen pri gradnji scenarija?

2. Jasnost identi�kacije in nastavitve spremenljivk za BN.

3. Jasnost ro£ne gradnje Bayesovih mreº.

4. Jasnost gradnje Bayesovih mreº iz podatkov.

5. Jasnost in namen diagrama vpliva za povezavo stanj v scenariju.

DEL II - prednosti Bayesovih mreº za gradnjo scenarija

1. Prednost inference pri uporabi scenarija v okolju.

2. Prednost uporabe realnih podatkovnih zbirk za gradnjo scenarija.

3. Preprostost uporabe podatkovnih zbirk v orodju GeNIe za potrebe gradnje BN v

stanjih scenarija.
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4. Jasnost razlage zahtev za zbiranje podatkovnih zbirk za gradnjo scenarija.

DEL III - uporabnost CASGen pri izdelavi scenarija

1. Uporabnost orodja GeNIe in BN pri izdelavi scenarija.

DEL IV - uporabnost CASGen pri uporabi v simulacijskem okolju

1. Prednost inference in orodja GeNIe pri uporabi izdelanega scenarija.

2. Uporabnost GeNIe z gra�£nim vmesnikom simulatorja SimMan.

DEL V - £asovna zahtevnost osvojitve metodologije

1. Osvojitev metodologije za gradnjo scenarijev.

DEL VI - preprostost metodologije in predlogi moºnih izbolj²av

1. Preprostost uporabe metodologije v primerjavi s klasi£no gradnjo scenarija.

2. Razvoj CASGen s podporo Reasonov kriznega modela.

V naslednjih tabelah so predstavljeni rezultati, glede na sklope vpra²anj, ki smo jih

postavljali ekspertom. Tabeli sledi mnenje strokovnjakov in njihov pogled na uporabo

metodologije ter potencialne izbolj²ave za prihodnost.

I �t. II �t. III �t.

1.1 3,00 ± 0,4 2.1 3,9 ± 0,3 3.1 3,6 ± 0,7

1.2 2,27 ± 0,9 2.2 3,8 ± 0,4 -

1.3 2,09 ± 0,5 2.3 2,7 ± 0,8 -

1.4 3,09 ± 0,5 2.4 2,9 ± 0,5 -

1.5 2,82 ± 0,7 - -

IV �t. V �t. VI �t.

4.1 3,6 ± 0,7 5.1 1,9 ± 0,3 6.1 2,7 ± 0,8

4.2 2,0 ± 0,4 - 6.2 2,8 ± 0,7

- - -

- - -

- - -
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Tabela 9.1: Rezultati sklopov vpra²anj.

Kot lahko razberemo iz tabele 9.1, so metodologijo in njene sklope strokovnjaki

v ve£ini primerov, ocenili pozitivno (vrednosti povpre£ij in odstopanj pri to£kah na

posamezno vpra²anje so bili v vseh primerih ve£ji od 2 po ²tiristopenjski Likertovi

lestvici). Med najniºje ocenjene vrednosti so v sklopih, kjer se govori o jasnosti in za-

htevnosti osvojitve metodologije Bayesovih mreº, kar kaºe, da ne gre za preprost koncept,

ki bi bil ekspertom medicinskega podro£ja dovolj blizu, na kar smo ºe opozorili. Kljub

temu se je uporabnost orodja, ki zahteva nekaj truda, izkazala za pozitivno, zato smo

naredili ²e dodatne primerjave. Zanimala nas je predvsem razumljivost postopka uporabe

Bayesovih mreº pri gradnji scenarija in prednost Bayesovih mreº pri gradnji scenarija.

Vpra²anja smo zato med seboj statisti£no primerjali. Tako smo preverili obstoje£e ko-

relacije za 1. in 2. vpra²anje v I. sklopu. Pri tem smo ugotovili korelacijo razumljivosti

in identi�kacije spremenljivk postopka (p = 0, 02), kar potrdi ºe opisano dejstvo, da

sta pri gradnji Bayesovih mreº klju£ni dobra identi�kacija in nastavitev spremenljivk.

Pri prednosti uporabe inference Bayesovih mreº pri gradnji scenarija se je pokazalo, da

je le ta odvisna od zbiranja podatkov in priprave podatkovnih zbirk (p < 0, 024), kar

ponovno potrjuje klju£no prednost inference in integracije realnih podatkov v scenarij,

ki jo prina²a metodologija CASGen. Zraven tega je prednost inference korelirala tudi z

uporabnostjo orodja GeNIE, ki je v doktorskem delu uporabljeno kot podporno ogrodje

za delo z Bayesovimi mreºami (p < 0, 003). Omenjene korelacije in potrditev vpra²anj, ki

smo jih predstavili v tabeli, potrjujejo na²o osnovno hipotezo uporabe Bayesovih mreº,

kot orodja za gradnjo hevristi£nih scenarijev. Eksperti ra£unajo na pomo£ strokovnjakov

IT v implementaciji tehnologije ter predvsem v zbiranju in pripravi podatkov.

9.2 Podano mnenje ekspertov

Strokovnjaki so pri uporabi metodologije poudarili naslednje stvari:

• Metodologija CASGen je na prvi pogled zapletena za nekoga, ki nima izku²enj z

Bayesovimi mreºami, zato strokovnjak priporo£a izdelavo nekaj preprostih ²tudij

primerov za Bayesove mreºe, s katerimi bi si uporabnik naredil pregled nad verjet-

nostnimi mreºami.

• Izdelava in opis gradnikov scenarija v povezavi z metodologijo sta kvalitetno zas-

novana.
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• Za uporabnika, ki ºe ima ob£utek o uporabi Bayesove mreºe, je CASGen primerno

zasnovana, saj lepo sledi vrstnemu redu in se ozira na predpostavke, ki jih je treba

zajeti.

• Orodje GeNIe je dobro in u£inkovito orodje s preprostim gra�£nim vmesnikom

za uporabo v CASGen, vendar bi bila zaºelena integracija z uporabni²kim vmes-

nikom simulatorja, kjer bi v ta namen lahko implementirali tudi podporna orodja

za uporabo Bayesovih mreº. Podporna orodja bi tako omogo£ala nekatere pogosto

zastopane vzro£ne povezave za gradnjo mreºe pri �ziolo²kih in informacijskih spre-

menljivkah.

• Avtomatizacija diskretizacije spremenljivk za laºje delo z diskretnimi Bayesovimi

mreºami bi bila dobrodo²el dodatek, £e bi CASGen v prihodnje uspeli integrirati

v uporabni²ki vmesnik SimMan.

• CASGen bi bilo primerno izdelati v obliki kraj²ega spletnega priro£nika.

CASGen smo ocenili kvalitativno na podlagi mnenja strokovnjakov iz prakse. Izdelan

je bil sklop vpra²anj, v katerem smo ºeleli izvedeti odziv na izdelani ²tudiji in uporabnost

orodja. V ²estih sklopih vpra²alnika se je metodologija CASGen pokazala kot uporabna,

vendar zaradi omejitev simulatorja, ki ne dovoljuje integracije orodja Bayesovih mreº v

uporabni²ki vmesnik, za prvi korak sicer nekoliko zapletena, ²e posebej za uporabnika

strokovnjaka iz medicinske stroke, ki nima izku²enj z metodami strojnega u£enja. V ta na-

men so strokovnjaki priporo£ali izdelavo kraj²ih spletnih ²tudij primerov Bayesovih mreº

in prihodnjo integracijo orodja v sam simulator. Pri delu z metodologijo so strokovnjaki

poudarili zahtevnost zbiranja podatkov, kar je precej zahtevno zaradi narave dela.

Eksperti predlagajo v dolo£enih primerih stopenjsko gradnjo scenarijev, zaradi nji-

hove podobne narave dela. Anamneza se namre£ obravnava v prvem stiku z bolnikom,

nakar sledijo diferencialne diagnoze, glede na znake in simptome. Vse faze v diagnos-

ti£nem in terapevtskem postopku potekajo od enostavnih splo²nih postopkov, vse do

speci�£nih diagnosti£nih postopkov, £e se ne odkrije pravi vzrok bolezni oziroma zapleta.

Nemalokrat se eksperti znajdejo v teºavah pri poteku izobraºevanja, ki ga izvajajo.

Scenarij jim lahko zaide v podro£je, ko ve£ ne vedo, ali se kaj takega sploh lahko zgodi

v realnem klini£nem primeru. Posledi£no prihaja do slabe volje pri udeleºencih te£aja,

ki menijo, da se tak²en splet dogodkov ne more zgoditi. Zato vidijo eksperti prednost

v orodju Bayesovih mreº, kjer poteka sklepanje po korakih, glede na dejstva, ki jih

postavljajo v Bayesovi mreºi.
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Na podro£ju pediatrije je zbiranje podatkov precej kompleksno, saj vsak poseg v ne-

dono²en£ka, novorojen£ka ali otroka pomeni zanj visoko tveganje. Teºava pri zbiranju

so redki primeri, ki se zgodijo nekajkrat letno, zato bi bilo treba pri zbiranju podatkov

vklju£iti tudi druge zdravstvene institucije po Sloveniji ali zunaj nje. Pri zbiranju po-

datkov bi najmanj teºav imeli eksperti na podro£ju anestezije, ki imajo ºe vzpostavljen

anestezijski informacijski sistem (AIMS). Zanje predstavlja edino teºavo transformacija

podatkov iz AIMS-a v podatkovno bazo, primerno za gradnjo scenarija s pomo£jo Bayeso-

vih verjetnostnih mreº.
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Sklepne misli in razprava

Simulacije v medicini predstavljajo pomemben vidik in orodje v izobraºevalnem procesu,

pri £emer je ²e posebej pomembno podajanje znanja iz realnega okolja. Zato dana²nji

novi pristopi v edukaciji teºijo k z dokazi podprti medicini (Evidence Based Medicine)

[53], kjer je posebej v zadnjem £asu £utiti potrebo po orodjih za analizo uskladi²£enega

znanja, ki se skrbno skladi²£i v bolni²ni£nih informacijskih sistemih. Pri uporabi tega

znanja se v medicini sre£ujemo z dejstvom, da zaposleni zdravstveni delavci, ki opravljajo

vlogo posredovanja u£nih vsebin ²tudentom in specializantom, ²e nimajo dovolj ve²£in s

podro£ja so�sticirane analize podatkov, saj se strojno u£enje danes v medicini pogosto

uporablja le za predikcijske namene in namene diagnostike [72, 51].

Anestezija, intenzivna medicina in urgentna medicina so ²e posebej problemati£na po-

dro£ja medicine, saj se posebej v domeni urgentne medicine sprejemajo hitre in natan£ne

odlo£itve, ki so klju£nega pomena za preºivetje bolnika. Problem, s katerim se na tem

podro£ju soo£ajo edukatorji pri izobraºevanju, je tako predvsem, kako u£inkovito nau£iti

zdravstveno osebje, da prepozna problem in ustrezno ukrepa v kriznih primerih, ki se

lahko pojavijo med obravnavo bolnika, pri £emer nastajajo teºave med novozaposleni,

saj se zaradi ²irokega nabora razli£nega znanja, pridobljenega v rednem izobraºevanju,

na delovnem mestu ne znajdejo takoj. Hkrati se lahko v podobnih situacijah znajde tudi

ciljna skupina zaposlenega zdravstvenega osebja, ki ve£ino postopkov dela ºe rutinsko,

teºje pa prepozna redke in krizne situacije, ki predstavljajo visoko stopnjo tveganja za

bolnika.

Za premostitev omenjenih teºav se danes pri izobraºevanju medicine in zdravstvenega

osebja v ta namen uporabljajo razli£ni simulatorji, na katerih je mo£ konstruirati razli£ne

195
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scenarije, na podlagi katerih lahko urimo zdravstveno osebje. V doktorski nalogi smo

posebej predstavili zgradbo in gradnjo scenarija za simulator SimMan podjetja Leader,

ki ga uporabljamo na podro£ju anastezije, urgentne medicine in intenzivne medicine za

edukacijo ciljnih skupin. Za izdelavo scenarija omenjenega simulatorja je tako potreben

usposobljen strokovnjak s podro£ja medicine, ki scenarij kreira s pomo£jo programskega

orodja Simulatorja. Ta pa kljub so�sticiranosti ne omogo£a uporabe realnih podatkov

in metod strojnega u£enja, ki se sicer danes v medicini ºe precej uporablja za namene

diagnostike in predikcije.

V doktorski nalogi smo tako raziskali moºnost uporabe metod strojnega u£enja za

hevristi£no gradnjo scenarija za simulator SimMan. Pri tem smo pri izbiri metod stro-

jnega u£enja posegli po modelu verjetnostnih mreº, ki predstavljajo model za predstavitev

znanja, hkrati pa omogo£ajo verjetnostno sklepanje, kar jih razlikuje od drugih sim-

boli£nih metod strojnega u£enja. Zaradi zahtevnega procesa gradnje scenarija in omejitev

programske opreme, kot tudi zahtevnosti uporabe modela Bayesovih mreº, smo se pri

raziskovalnem delu omejili z nekaterimi danimi predpostavkami in tako zaradi zaprte pro-

gramske kode simulatorja izdelali re²itev za uporabo verjetnostnih mreº, ki te£e v orodju

GeNIe. Pri tem smo se zaradi zahtevnosti gradnje scenarija omejili na uporabo diskret-

nih Bayesovih mreº ter v ta namen razvili metodologijo CASGen, ki smo jo uporabili v

realnem okolju. Glavni cilj naloge je tako predstavljena metodologija CASGen, ki nam

omogo£a uporabo Bayesovih mreº za potrebe hevristi£ne gradnje scenarijev v medicini.

Pri tem smo ugotovili, da uporaba Bayesovih mreº za potrebe izdelave scenarijev prina²a

dve poglavitni izbolj²avi, in sicer:

• moºnost uporabe realnih podatkovnih zbirk iz realnega okolja,

• uporabo verjetnostnega sklepanja Bayesovih mreº pri uporabi scenarija.

Ker gre pri gradnji scenarija za zapleten problem, ki ne sme dopu²£ati napak, je iluzorno

pri£akovati, da bi lahko z uporabo modela strojnega u£enja avtomatizirali postopek grad-

nje scenarija. Realneje je pri£akovati, da bomo z uporabo modela lahko razvili orodje,

ki bo strokovnjakom sluºilo za podporo pri gradnji scenarija, podobno kot za to sluºijo

ra£unalni²ko podprti odlo£itveni modeli za podporo diagnostiki in predikciji. Zato smo

razvito metodologijo tudi poimenovali CASGen (Computer Aided Scenario Generation),

saj se je izkazala kot orodje, ki lahko strokovnjaku sluºi v podporo pri kreiranju scenari-

jev. Izdelano metodologijo, ki jo pogojujejo dobre prakse, postopki in lastnosti uporabe

modela Bayesovih mreº, prav tako speci�£na struktura zgradbe scenarija sestavlja ve£
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pomembnih korakov, speci�£na pa je tudi predlagana arhitektura, ki jo predstavlja dok-

torsko delo. Zaradi zapletene strukture scenarija smo model Bayesovih mreº aplicirali

na dveh razli£nih ravneh, in sicer 1) v posameznih stanjih bolnika in 2) v povezavi teh

stanj v scenarij, kar omogo£a raz²irjeni model Bayesovih mreº, tako imenovan diagram

vpliva. Metodologijo smo potem uporabili na dveh realnih pilotnih ²tudijah, kjer smo

Bayesove mreºe uporabili na oba na£ina, ki ju predvideva CASGen, in sicer na pod-

lagi ro£ne kot tudi avtomatske gradnje mreº. Pri tem prav bistveno prednost prina²a

avtomatska gradnja Bayesovih mreº, ki jo lahko s pomo£jo metodologije uporabimo v

scenariju.

Metodologijo CASGen smo ocenili s pomo£jo kvalitativne raziskave, ki nam jo je

izdelal neodvisni strokovnjak. Na tak na£in smo obravnavali hipotezo doktorskega dela

in raziskovalno vpra²anje, ki pravita:

Hipoteza Bayesove verjetnostne mreºe kot metode v strojnem u£enju predstavljajo

primeren model za podporo gradnje scenarijev za simulator na podro£ju medicine.

Raziskovalno vpra²anje Ali je izdelana metodologija CASGen primerno in uporabno

orodje za uporabo Bayesovih mreº pri gradnji scenarijev za strokovnjake s podro£ja

medicine, ki se sre£ujejo z izdelavo scenarijev za izobraºevalne namene?

Hipotezo doktorske naloge smo lahko v celoti potrdili, saj so se Bayesove mreºe v

posameznem stanju scenarija izkazale kot u£inkovit model, s katerim lahko v scenarij

vna²amo podatke iz realnega okolja, kar omogo£a, da lahko posamezna stanja v scenar-

iju na tak na£in kvalitetno dopolnimo. Zato potrebujemo dobro pripravljene podatkovne

zbirke, ki jih posebej za to ni veliko in jih je zato treba najprej pripraviti iz ºe obsto-

je£ih podatkovnih zbirk ali posebej za to na£rtovati v prihodnje, kar je dobro de�nirano

v CASGen in je bilo tudi prikazano na pilotnih ²tudijah. Glede na zapisano, lahko

potrdimo hipotezo, saj Bayesove mreºe predstavljajo u£inkovit model za podporo pri

gradnji scenarijev; pri tem je seveda treba poudariti, da ne gre za vsesplo²no magi£no

re²itev, temve£ zahteva taka uporaba precej so�sticiranega znanja in upo²tevanja neka-

terih predpostavk, ki jih ima model verjetnostnih mreº, kar smo podrobno de�nirali v

metodologiji CASGen.

Raziskovalno vpra²anje smo uspeli preveriti le na podlagi izdelanih ²tudij primerov

in mnenja strokovnjakov, ki bi lahko metodologijo uporabljali pri svojem delu. Druga£e

tudi nismo mogli, saj je ºe izdelava same metodologije zahtevala veliko laboratorijskega

dela in preizkusov. Na tej podlagi smo razvili predstavljen model, na podlagi katerega
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bomo lahko u£inkovito orodje zgradili in dopolnili ter ocenili ²ele s ²ir²o uporabo v praksi.

To presega postavljene raziskovalne okvirje doktorskega dela, kjer smo postavili primeren

model in ga uspe²no potrdili, kar nam nudi dobra izhodi²£a za delo v prihodnje. Tako

nameravamo metodologijo razviti in integrirati v uporabni²ki vmesnik simulatorja, saj

smernice tudi pri razvoju programske opreme na splo²no ºe integrirajo razli£ne metode

inteligentnih sistemov za laºje delo in podporo uporabnikom, kar smo v na²i raziskavi

vsekakor pokazali za model verjetnostnih mreº. Pri tem je treba osvetliti tudi konstruk-

tivne napotke uporabnika strokovnjaka pri uporabi metodologije, kjer se je pokazalo, da

bi bila za gradnjo scenarijev dobrodo²la tudi avtomatska diskretizacija spremenljivk. Za-

enkrat je nismo avtomatizirali, zahteva pa to deloma zgradba simulatorja in opazovanih

spremenljivk, ki pogosto lahko vsebujejo zvezne vrednosti. V prihodnje nameravamo

postopek diskretizirati, hkrati pa nam dobro postavljena osnova nudi moºnost uporabe

tudi zveznih Bayesovih mreº, ki pa jih zaradi omejitev, potrebnih za obvladovanje prob-

lema in razvoj metodologije, v prvi fazi v delu nismo upo²tevali.

Za prihodnje predstavlja dobro razvojno moºnost tudi uporaba metodologije z Rea-

sonovim kriznim modelom, kakor smo predstavili, zato nameravamo tudi CASGen pri-

lagoditi za dobro integracijo in uporabo s kriznim modelom, kar bo zraven predstavljenih

izbolj²av prineslo nove kvalitete, predvsem na podro£ju urgentne medicine.

Na podlagi moºnosti uporabe Bayesovih mreº za namene gradnje scenarijev, ki smo

jih podrobno raziskali v doktorskem delu, in na podlagi izku²enj ter kvalitativne ocene

strokovnjaka za razvito CASGen, lahko sklenemo, da predstavlja metodologija dobro

osnovo za nadaljevanje razvoja orodja za hevristi£no podporo pri gradnji scenarijev.

Tako orodje ima dobre potencialne razvoje v prihodnje, kjer gre predvsem za nadaljevanje

izpopolnjevanja metodologije CASGen v smeri realizacije metodologije v sam programski

paket simulatorja. Omenjena moºnost je zaenkrat ²e nedostopna, a vendar predstavlja

glede na smernice in potrditve raziskovalnega dela ter empiri£nih ²tudij dobro smer, v

kateri se bodo lahko programski vmesniki izpopolnjevali z vklju£itvijo metod inteligentnih

sistemov v prihodnje. �e posebej velja slednje pri gradnji scenarija za verjetnostne mreºe,

za katere smo pokazali in empiri£no tudi preizkusili, da predstavljajo u£inkovit model

v pomo£ pri gradnji scenarijev. Pomembna je predvsem novost vklju£evanja strojnega

u£enja pri scenarijih, kjer na prvi ravni arhitekture CASGen Bayesove mreºe omogo£ajo

efektivno pot uporabe realnih podatkovnih zbirk za gradnjo scenarija za simulator. Na

tak na£in scenarij ²e bolj pribliºamo realnim okoli²£inam, kar igra pomembno vlogo pri

izobraºevanju na podro£ju medicine.
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Metodologijo CASGen bomo z zapisanimi smernicami tudi v prihodnje razvijali postopoma

in iterativno, kakor smo to izdelali v doktorski disertaciji. To je zahtevalo precej labora-

torijskega dela in ve£ obravnav moºnih re²itev. V prihodnje bomo tako z zapisanimi smer-

nicami ter realno uporabo metodologije pri izobraºevanju na fakulteti z ve£ strokovnjaki iz

medicine, CASGen razvijali v zastavljeni smeri in tako pribliºevali in ²irili uporabo mod-

ela verjetnostnih mreº na podro£ju medicine. Natan£neje bomo metodologijo uporabl-

jali kot orodje za hevristi£no gradnjo medicinskih scenarijev za razli£ne simulatorje, kar

izbolj²uje izobraºevanje na podro£ju medicine s so�sticiranimi in tehnolo²ko zahtevnimi

simulatorji; v sodobni medicini igrajo prav ti vedno pomembnej²o vlogo, saj prehajajo

tudi v u£ne na£rte [26].

Rde£a nit, ki nas je vodila skozi celotno doktorsko delo, je izbolj²ava pedago²kega

procesa. Osnova pri vsakem izobraºevanju je, da ²tudentje popolnoma razumejo po-

dano snov in pridobijo znanje za re²evanje podobnih primerov, ki jih pozneje sre£ajo v

praksi. Za razumevanje osnovnega delovanja dolo£enih medicinskih pripomo£kov smo v

drugem poglavju prikazali eno od moºnih simulacij, kjer smo simulirali delovanje Ven-

turi maske (slika 2.12). Prav tako smo napravili zelo enostaven simulator, ki modelira

diagnostiko pozitronske emisijske tomogra�je (slika 2.5). Simulatorji bolnika so danes

najbolj izpopolnjen na£in izobraºevanja, ob katerih se medicinsko osebje uri v kontroli-

ranem simulacijskem okolju. Simulatorji so brez scenarijev neuporabni, zato smo razvili

metodologijo, kjer s pomo£jo Bayesovih mreº in diagramov vpliva modeliramo scenarije

za razli£ne ciljne skupine. Na koncu smo predstavili nekoliko idej, predvsem za prihodnje

raziskave, kot so Reasonov krizni model in fuzija simulatorjev.

Predstavljen holisti£ni pristop nedvomno prispeva h kvalitetnej²emu pridobivanju

znanja, le-to pa je pogoj za suvereno in precizno delo medicinskega kadra in predstavlja

pot do bolj²ih rezultatov v diagnostiki in terapiji bolnikov.
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