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Resumo O presente trabalho é um levantamento de conceitos e do es-
tado da arte das principais abordagens e metodologias envolvidas no de-
senvolvimento de sistemas de recomendação individuais e para grupos.
Este levantamento é um estudo prévio, de extrema importância, como
ponto de partida para a realização de futuros trabalhos, com o objetivo
de desenvolver novas abordagens na área de recomendação para grupos.

1 Introdução

Para colmatar o problema do excesso de informação foram desenvolvidas diversas
técnicas e abordagens, tais como processamento de ĺıngua natural, extração de
informação, classificação automática e sistemas de recomendação.

Nesta última abordagem dos sistemas de recomendação, para além de inte-
grarem diversas das outras técnicas anteriormente referidas, tentam encontrar
informação relevante de uma forma mais personalizada e enquadrada com os
gostos, hábitos ou preferências do utilizador.

Estes sistemas de recomendação têm sido bastante explorados e utilizados
em contextos de marketing, especialmente de e-marketing, tendo o intuito de
promover novos produtos e serviços aos consumidores, com base nas suas pre-
ferências e hábitos, tentando dessa forma, maximizar o sucesso dos produtos
recomendados ao invés de uma recomendação puramente aleatória.

Existem três abordagens principais nos mecanismos de recomendação; a cha-
mada recomendação colaborativa, recomendações baseadas no conteúdo e final-
mente, abordagens h́ıbridas. A maior parte dos trabalhos e estudos desenvol-
vidos nesta área, partem do pressuposto que quem recebe a recomendação do
sistema é um utilizador único, no entanto, existe ainda a problemática associ-
ada as recomendações feitas a grupos de utilizadores onde tem havido menos
desenvolvimentos.

2 Sistemas de Recomendação

Os sistemas de recomendação são técnicas e ferramentas de software que permi-
tem dar sugestões sobre a escolha de um, ou vários itens, ao utilizador [16,55]. As
áreas onde estes sistemas são mais utilizados são na recomendação de compras,
músicas, filmes, destinos de férias, not́ıcias e livros.
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Os sistemas de recomendação, especialmente aplicados no contexto web e
das novas tecnologias, permitiram a resolução do problema conhecido como
fenómeno de cauda longa1 [68,17]. Esse termo é utilizado quando temos uma
distribuição de dados muito desequilibrada e descendente, sendo um fenómeno
que ocorre em lojas f́ısicas ou em jornais com um espaço limitado para as not́ıcias
a apresentar.

O exemplo apresentado na Figura 1 ilustra uma distribuição nesses cenários,
onde o eixo vertical representa a popularidade dos itens (número de vezes que
são escolhidos), estando no eixo horizontal os itens ordenados de acordo com a
sua popularidade. O que acontece é que apenas itens mais populares são expostos
devido às limitações f́ısicas de espaço. No gráfico, esses itens estariam do lado
esquerdo do traço, na curva de distribuição; todos os outros itens, do lado direito
do traço são negligenciados não sendo expostos fisicamente. Nestes contextos e
com limitações de espaço dá-se prioridade aos itens populares, criando assim
um ciclo vicioso em que os itens de nicho, ficam sempre relegados para segundo
plano sem serem exibidos ou promovidos.

Figura 1. Distribuição de cauda longa

A aplicação dos mecanismos de recomendação em contextos web veio alte-
rar esse comportamento, pois os itens exibidos não estão restringidos aos mais
populares. Graças aos sistemas de recomendação, é posśıvel apresentar aos utili-
zadores itens pouco populares, mas que ainda assim, preenchem as preferências
de certos utilizadores.

A designação de item ou itens é normalmente utilizada para designar o que
vai ser recomendado pelo sistema, assim como o conjunto de onde será extráıda
essa recomendação [55]. O termo de utilizador é por norma atribúıdo à pessoa
que vai usufruir da recomendação do sistema [55]. No entanto não são apenas
os itens que são analisados pelos sistemas de recomendação. Dependendo do sis-
tema e da abordagem seguida, o próprio utilizador também pode ser analisado
durante esse processo [24,16,9]. As transações, são o termo frequentemente utili-
zado para designar as interações entre o utilizador e o sistema de recomendação.
Interações essas, que fundamentalmente são a obtenção de dados que permitem
aos algoritmos efetuar futuras recomendações [60].

Os dados referentes às preferências do utilizador podem ser obtidos de forma
expĺıcita ou impĺıcita [35,42]. Na forma expĺıcita, o utilizador é questionado

1 Do Inglês ’Long Tail Phenomenon’
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sobre as suas preferências e gostos através de formulários ou questionários; em
plataformas Web, esses questionários são normalmente apresentados logo na fase
inicial, quando o utilizador pretende registar-se na plataforma garantindo que
existem dados sobre todos os utilizadores presentes na plataforma.

Já na forma impĺıcita a coleta desses dados é mais discreta e, por norma,
o utilizador nem tem perceção que estão a ser recolhidos dados sobre as suas
preferências e hábitos [42]. Nesta aproximação, são recolhidos dados sobre as
páginas web que foram visitadas e o número de vezes que o foram; considera-
se se essas páginas foram ou não adicionadas aos favoritos do browser; pode
ser analisada a duração que o utilizador esteve em cada página, assim como
se efetuou movimentos no scroll, mostrando que se interessou pelos conteúdos,
demorando tempo a ler e a percorrer toda a página web; é ainda posśıvel registar
a data, hora, páıs de onde é efetuado o acesso, assim como a plataforma e sistema
operativo de onde é efetuada a consulta [4].

A formalização do problema inerente aos mecanismos e sistemas de reco-
mendação [2] passa por ter o utilizador c pertencente ao conjunto de utilizadores
C e o item s pertencente ao conjunto de itens S com N elementos. Assim a
função U(c, s) é a responsável por obter a utilidade de uma recomendação. Para
determinar o item ou itens com maior utilidade para um utilizador, é necessário
aplicar essa função a todos os itens U(c, s1), ..., U(c, sN ). Após essa operação,
podem-se obter os itens ordenados pela sua utilidade sj1 , ..., sjN , ou apenas os
K elementos mais relevantes sj1 , ..., sjk com (K ≤ N), ou ainda, apenas o item
com maior utilidade, sj = argmaxj∈SU(c, j) .

Para alcançar os itens com utilidade máxima existe um grande número de
técnicas e de abordagens que são agrupadas em famı́lias por terem uma apro-
ximação semelhante. Algumas utilizam técnicas de aprendizagem automática,
teorias de aproximação e diversas heuŕısticas.

A função de utilidade nem sempre é obtida objetivamente para todos os
itens, pois nem todos eles não foram avaliados ou caracterizados de acordo com
as preferências do utilizador. É sobretudo nesses itens não caracterizados que
os sistemas de recomendação assumem uma importância elevada. Nesses casos
a função de utilidade têm de ser estimada.

2.1 Abordagens de Filtragem de Conteúdos

Com esta abordagem, o sistema de recomendação gera os seus resultados de
estimativa de utilidade, baseando-se nas caracteŕısticas e atributos de outros
itens que foram escolhidos ou preferidos pelo utilizador no passado. Ou seja, a
obtenção da função de utilidade U(c, s) para o utilizador c e para o item s é obtida
através das utilidades dos outros itens para o mesmo utilizador U(c, sj), desde
que os itens sejam todos semelhantes e com atributos comuns que permitam a
comparação entre eles.

A aproximação baseada em conteúdos tem as suas origens em sistemas de
extração de informação [6,58] e em sistemas de filtragem de informação [26].
Ambas as técnicas são bastante utilizadas porque muitos dos sistemas de reco-
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mendação, trabalham sobre itens com informação descritiva em ĺıngua natural,
como é o caso da recomendação de páginas web, de not́ıcias e de livros.

No entanto, os melhores sistemas de recomendação baseados em conteúdos
não se ficam pelas técnicas de extração e de filtragem de informação. Frequen-
temente adicionam técnicas de criação de perfis. Essas abordagens obtêm dados
para além do item em si, recolhendo informação sobre as preferências do uti-
lizador. Esses dados extra, como já foi introduzido anteriormente, podem ser
obtidos de forma impĺıcita [42,4] ou expĺıcita [35,42].

Nos sistemas que assentam em itens baseados em textos em ĺıngua natural,
recorre-se muitas vezes à computação e extração de palavras-chave. As palavras-
chave obtidas dos diversos textos acabam por ser os atributos de comparação
para a descoberta de itens que se enquadrem nos gostos do utilizador. Por exem-
plo o Sistema Fab [7] recomenda páginas Web ao utilizador tendo em conta as
100 palavras-chave mais importantes. De forma semelhante, o sistema Syskill
& Webert [49] baseia as suas recomendações de páginas Web nas 128 palavras
mais informativas. Para obter os termos mais significativos, existem várias apro-
ximações, no entanto uma das mais utilizadas é o TFIDF2 [26], que tem em
conta a ocorrência do termo no documento em análise e no conjunto de todos
os documentos de comparação do sistema de recomendação. Nesta técnica, um
termo tem mais importância quanto mais se repete no documento, mas por sua
vez, esse termo perde importância quantas mais vezes se repetir na coleção dos
documentos.

No enriquecimento dos perfis dos utilizadores, também pode ser adicionada
informação sobre palavras-chave e valores numéricos sobre elas, como por exem-
plo, o TFIDF, referido anteriormente. Com esses dados é posśıvel criar um vetor
de pesos (wc1, ..., wck) em que cada wci indica a importância de cada palavra-
chave ki para o utilizador c. Com esse vetor, é então posśıvel aplicar um elevado
número de técnicas para o cálculo e descoberta do itens de maior utilidade.

Existem abordagens que utilizam esse vetor e aplicam o algoritmo de Rocchio
[57] que, de uma forma muito simplista tenta construir uma média representativa
do utilizador. Tanto no trabalho de Fab [7] como no de NemsWeeder [31] é
utilizada essa técnica. No entanto podem ser utilizadas outras abordagens como
classificadores Bayesianos [49,45] para estimar a probabilidade de um item ser ou
não interessante para o utilizador. Outros sistemas utilizam o algoritmo Winnow
[34] que obtêm bons resultados quando aplicado nestas tarefas, especialmente
quando existem muitos atributos no vetor de atributos [49]. Ainda podem ser
utilizadas outras abordagens de aprendizagem automática, clusterização, árvores
de decisão, redes neuronais e SVM’s.

2.2 Abordagens Colaborativas

Nos sistemas de recomendação baseados em abordagens colaborativas, a esti-
mativa de utilidade sobre os diversos itens é efetuada a partir da análise das
escolhas de outros utilizadores com perfil semelhante.

2 Sigla proveniente do Inglês, Term Frequency-Inverse Document Frequency
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Uma das vantagens destas abordagens é permitir ter uma elevada, ou total,
abstração sobre os itens e os seus atributos. Em situações onde os sistemas de re-
comendação baseados em conteúdos falham porque os itens têm poucos atributos
ou esses atributos não são computáveis, esta limitação é completamente ultra-
passada com os prinćıpios das abordagens colaborativas [24,60]. Esta abordagem
é uma das mais largamente utilizada na maioria das plataformas web que utili-
zam sistemas de recomendação com milhares ou milhões de itens e utilizadores,
sendo até designada por correlação pessoa-pessoa [61].

Na construção de sistemas de recomendação deste tipo, e à semelhança dos
sistemas de filtragem de conteúdos, também são criados vetores de atributos
com pesos distintos para cada um deles, sendo posteriormente aplicadas diversas
técnicas para correlacionar esses vetores. No entanto, neste caso, os atributos e
respetivos valores são obtidos a partir de caracteŕısticas dos utilizadores. A reco-
lha dos atributos podem seguir uma aproximação expĺıcita ou impĺıcita (também
à semelhança dos sistemas de filtragem de conteúdos).

Formalmente, esta abordagem baseia a sua recomendação na função utilidade
para cada utilizador c e respetivo item s, sendo que a utilidade U(c, s) é estimada
através das utilidades U(cj , s), associadas ao item s ∈ S e utilizadores cj ∈ C
com caracteŕısticas semelhantes a c.

O sistema Grundy [56] para a recomendação de livros, um dos primeiros a
implementar esta abordagem, utilizava a designação de estereótipos para a aglu-
tinação dos diferentes utilizadores em perfis, consoante as suas preferências. No
entanto, a criação desses perfis era um processo inteiramente manual. Mais tarde,
o sistema Tapestry [24], solicitava aos utilizadores que, manualmente, selecionas-
sem outros utilizadores com gostos semelhantes, baseando-se no seu histórico de
itens. Os sistemas GroupLens [29,54], Video Recommender [27] e Ringo [63] fo-
ram os primeiros a efetuar este tipo de operações automaticamente e a obter
a respetiva recomendação automática. Mais tarde, surgiu uma nova geração de
sistemas mais complexos e eficientes como o algoritmo de recomendação de livros
da Amazon [33], o sistema PHOAKS [66] para a recomendação de informação
relevante na Web e o sistema Jester [25] para a recomendação de anedotas online.

Os sistemas de recomendação colaborativos podem, segundo [14], ser agrupa-
dos em duas sub-classes tendo em consideração o seu funcionamento. A primeira
classe, é baseada em memória ou heuŕısticas3; a segunda classe de algoritmos
colaborativos é baseada em modelos4. Ambas as abordagens serão analisadas,
de seguida, em maior profundidade.

Algoritmos baseados em memória/heuŕısticas Estes algoritmos [14,21,46],
efetuam as suas recomendações com base em heuŕısticas sobre todos os itens já
classificados pelos utilizadores. Dessa forma, o valor estimado de recomendação
para o utilizador c e o item s é obtido através de rc,s e não é mais que uma
agregação das classificações atribúıdas por outros utilizadores; não todos, mas

3 Do Inglês: memory-based ou heuristic-based
4 Do Inglês: model-based
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os N utilizadores que tenham avaliado o item s mais semelhantes ao utilizador a
quem se pretende efetuar a recomendação. Assim, a função r pode ser definida:

rc,s = aggrrc′,s com c′ ∈ Ĉ

onde Ĉ é o sub-conjunto dos N utilizadores mais semelhantes a c que avaliaram
s; já N pode variar entre um utilizador e todos os utilizadores do sistema.

A agregação pode ser feita de diversas formas tomar diversas , sendo uma
das mais simples dada por

rc,s =
1

N

∑
c′∈Ĉ

rc′,s

que essencialmente é a simples média do valor de recomendação dos utilizado-
res semelhantes. Para além desta, podem ser utilizadas outras abordagens mais
complexas como as presentes nos trabalhos [21,46,54,63].

Algoritmos baseados em modelos Os algoritmos colaborativos baseados
em modelos [10,11,14,23,25], utilizam uma coleção de classificações de outros
utilizadores para criar um modelo. Com base nesse modelo são, posteriormente,
estimadas as recomendações para o utilizador em causa.

O funcionamento lato desta abordagem é essencialmente o mesmo ao utili-
zado nas técnicas de aprendizagem automática supervisionada onde, numa pri-
meira fase é efetuada a aprendizagem do modelo com exemplos e numa segunda
fase esse modelo é utilizado para efetuar classificações ou previsões [43,44]. Assim
sendo, a maioria dos algoritmos de aprendizagem automática podem ser utili-
zados nesta abordagem tais como análise Bayesiana, árvores de decisão, SVM’s,
redes neuronais, entre outros. Com esta proximidade, [10] propõe um sistema
de recomendação colaborativo baseado numa framework de aprendizagem au-
tomática juntamente com mecanismos de recolha de atributos dos utilizadores;
neste sistema, e devido à framework, poderiam ser aplicados facilmente diversos
algoritmos de aprendizagem e obter conclusões de resultados da sua adaptabili-
dade a este tipo de tarefas.

No entanto, o processamento e obtenção de recomendações a partir destes
modelos não fica restrito a algoritmos utilizados na aprendizagem automática;
os modelos também podem ser processados recorrendo ao algoritmo de k-means
clustering[67], Gibbs sampling [67], modelo Bayesiano [19], modelo probabiĺıstico
relacional[23], regressão linear [59], modelo de máxima entropia [48] e até pro-
cessos de decisão de Markov [62].

2.3 Outras abordagens

Para além das abordagens mais comuns descritas anteriormente, existem ou-
tras aproximações que, sendo menos relevantes nos problemas de recomendação,
acabam por ser bastante úteis quando utilizadas em conjunto com as técnicas
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principais (recomendação por filtragem de conteúdo e recomendação colabora-
tiva). Da junção dessas técnicas, obtêm-se sistemas h́ıbridos capazes de resolver
algumas das limitações das abordagens principais [15].

A abordagem Demográfica [56] pode ser vista como um sub-tipo das técnicas
colaborativas que baseiam a recomendação nos utilizadores semelhantes ao uti-
lizador a que se pretende efetuar a recomendação. A grande diferença é que
este não se baseia nos gostos e preferências dos outros utilizadores, mas sim em
caracteŕısticas pessoais dos utilizadores, como por exemplo, a idade, o estado
civil, raça, género, habilitações literárias, trabalho, o páıs, região e cidade [50].
Embora esta abordagem só por si seja fraca e gere recomendações muito vagas
e generalistas é uma técnica que, num sistema h́ıbrido em associação com um
sistema colaborativo, pode ajudar a resolver os problemas dos novos utilizado-
res e da fraca densidade de dados para utilizadores com gostos at́ıpicos; nestes
casos em que a recomendação não pode ser baseada na abordagem colaborativa,
aplica-se a abordagem demográfica que, mesmo sendo mais genérica, consegue
dar recomendações nesses casos espećıficos [50].

Outra abordagem que acaba por ser uma variação dos sistemas de filtragem
de conteúdo é a filtragem baseada no contexto [1]. Esta concentra a sua análise
nos atributos de contextualização e meta-informação sobre o item, ao invés de
se focar nos seus atributos concretos. Um exemplo pode ser dado no contexto
das not́ıcias onde o sistema de recomendação, em vez de se focar na análise do
conteúdo da not́ıcia, baseia-se em quem escreveu a not́ıcia, qual a categoria, a
data de publicação ou até a organização que a publicou. Da mesma forma que
um sistema h́ıbrido com abordagem demográfica e a colaborativa permitia resol-
ver alguns problemas da abordagem colaborativa, a filtragem de contexto num
sistema h́ıbrido com a filtragem de conteúdo permite resolver alguns problemas,
nomeadamente o problema da entrada de um novo item no sistema.

3 Sistemas de Recomendação para Grupos

Tradicionalmente os sistemas de recomendação efetuam as suas recomendações
para utilizadores individuais. No entanto, em alguns cenários e contextos a re-
comendação para um grupo de indiv́ıduos é mais adequada. Atualmente não
existe uma grande quantidade de trabalhos cient́ıficos baseados nos sistemas de
recomendação para grupos e o número de aplicações online com esse fim é muito
menor do que os trabalhos para recomendação individual. Um dos grandes desa-
fios desses sistemas é lidar adequadamente com as preferências de cada elemento
do grupo para gerar uma boa recomendação global [37].

Em alguns cenários do dia-a-dia a recomendação para utilizadores individuais
não faz sentido, como por exemplo a escolha de um almoço de grupo [41,51], uma
sáıda ao cinema por um grupo de amigos [47,36,69], umas férias em famı́lia onde
é necessário escolher a cidade, o hotel e as atrações tuŕısticas a visitar [28,41,22]
ou a música para um evento com pessoas com diversos gostos [38,20,65,53].

É importante definir a noção de grupo. Um grupo é um conjunto de duas
ou mais pessoas reunidas por alguma caracteŕıstica seja um interesse comum,
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proximidade social, parentesco ou a partilha de um espaço f́ısico. Segundo [13,12]
existem quatro tipos de grupos:

– Grupo ocasional. Conjunto de pessoas que ocasionalmente realizam algo em
conjunto e os seus membros têm um objetivo comum num determinado mo-
mento.

– Grupo estabelecido. Conjunto de pessoas que explicitamente escolheram fa-
zer parte do grupo devido a um interesse de longo prazo compartilhado entre
todos.

– Grupo aleatório. Conjunto de pessoas que partilham o mesmo ambiente num
determinado momento, sem interesse expĺıcito que as una umas às outras.

– Grupo identificado automaticamente. Conjunto de pessoas que é detetado
de uma forma automática de acordo com as preferências ou hábitos dessas
pessoas, não implicando proximidade f́ısica ou social.

Qualquer uma das definições de grupo anteriormente referidas, podem ainda
ser classificadas como grupos homogéneos ou heterogéneos de acordo com a
variância das preferências dos diversos elementos.

Alguns sistemas de recomendação para grupos encontrados são:

– MusicFX [38]. Este sistema permite selecionar canais de música para serem
tocados em ginásio. Os utilizadores manifestam as suas preferências quando
se inscrevem e o sistema escolhe as músicas a serem tocadas de acordo com
os utilizadores presentes no ginásio num determinado momento.

– Let’s Browse [32]. Este sistema recomenda páginas web para grupos de dois
ou mais elementos que queiram visualizar páginas web em conjunto.

– PolyLens [47]. Este sistema é uma especialização do já existente sistema
MovieLens para a recomendação individual de filmes. O PolyLens [47] tem
esse sistema como base e permite efetuar recomendações para grupos.

– Intrigue [5]. Este sistema recomenda atrações tuŕısticas e pontos de interesse
tendo em conta a possibilidade de existirem subgrupos, como por exemplo
crianças. Também o sistema Travel Decision Forum [28] e o sistema CATS
[40] são orientados à recomendação de férias e destinos tuŕısticos para pessoas
que o pretendam fazer em conjunto.

Destacam-se ainda mais alguns sistemas, como o GroupCast [39] dedicado
a not́ıcias, o GroupMender [30] e o Pocket Restaurant Finder [52] para a re-
comendação de restaurantes a grupos e o sistema AdaptativeRadio [18] para a
selecção de rádios (semelhante ao MusicFx). No sistema YO’s Recommender [69]
é efetuada a recomendação de programas de televisão.

Independentemente da abordagem escolhida para implementar um sistema
de recomendação para grupos, existem alguns critérios que devem ser tidos em
conta e que podem ser utilizados como métricas de ajuste e de orientação dos
próprios sistemas. Esses critérios são:

– Maximizar a satisfação. Este é um dos principais critérios e tenta maxi-
mizar a satisfação geral de todos os membros do grupo na escolha dos itens
recomendados.
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– Minimizar o desagrado. Na forma mais simples, este critério acaba por
ser simplesmente o complementar do anterior. No entanto, há sistemas que
dão maior importância à minimização de desagrado do que à maximização
da satisfação como num cenário onde a maximização da satisfação implica
a recomendação de um item altamente indesejado para um único elemento
do grupo e o sistema opta por não maximizar essa variável mas efetuar uma
maximização de satisfação mais suave para manter uma boa satisfação sem
recomendar itens adversos a certos elementos do grupo.

– Justiça. Este critério, também designado por critério compensatório, está,
em parte, associado ao critério anterior; no entanto, um elemento do grupo
em vez de ser confrontado com um item indesejado é confrontado com um
item sem grande interesse. Nestes casos, os outros itens recomendados devem
tentar compensar esse elemento do grupo que foi penalizado, para haver
alguma democratização nas recomendações efetuadas.

– Manipulação. Este critério é um pouco subjetivo e de dif́ıcil parametrização
ou medição pois não está dependente do sistema de recomendação para gru-
pos mas sim da sinceridade dos vários elementos do grupo. Ele ocorre quando
um ou mais utilizadores do grupo tentam manipular o sistema no sentido de
forçar uma recomendação. Este problema ocorre especialmente em sistemas
com recolha dos dados e preferências de forma expĺıcita.

– Diferenciação de sub-grupos. Este critério pode fazer sentido em alguns
sistemas de recomendação, dependendo do contexto. Dentro de um grupo de
utilizadores pode haver um sub-grupo com caracteŕısticas diferenciadores e
implicar que esses elementos minoritários tenham mais peso/prioridade que
os restantes elementos no mecanismo de recomendação. Um exemplo desse
sub-grupo é, por exemplo, a existência de crianças, idosos ou pessoas com
limitações.

Segundo [37] os sistemas de recomendação para grupos podem ser classifica-
dos de acordo com um conjunto de caracteŕısticas binárias:

– O grupo tem um papel ativo ou passivo consoante pode ou não negociar as
recomendações obtidas. A maioria dos sistemas remete o grupo para o papel
passivo; no entanto, nos sistemas Travel Decision Forum [28] e CATS [40] a
recomendação é negociada iterativamente com o grupo antes de ser apresen-
tado o resultado final.

– O sistema recomenda um único item ou uma lista ordenada de acordo
com o contexto onde vai ser aplicado.

– Preferências pré-conhecidas ou desenvolvidas. Na maioria dos sistemas
as preferências dos utilizadores são conhecidas quando é executado o algo-
ritmo de recomendação, mas o sistema CATS [40] inicia com recomendações
muito genéricas e sem qualquer grau de personalização e, após vários passos
de sugestão seguida da avaliação do utilizador, a recomendação começa a
aproximar-se das preferências do utilizador.

– O sistema identifica ou disponibiliza os próprios itens. A maioria dos
sistemas faculta uma recomendação ou listagem, como no sistema PolyLens
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[47]. No entanto, alguns sistemas, como o MusicFX [42], devolvem direta-
mente o item recomendado, (neste caso concreto uma música que pode ser
imediatamente tocada).

Uma das premissas dos sistemas de recomendação para grupos é que necessi-
tam considerar as preferências individuais de cada membro do grupo para reali-
zar a recomendação. Esta questão tornam estes sistemas mais dif́ıceis e comple-
xos que os sistemas tradicionais de recomendação. Os membros do grupo podem
ter preferências e gostos diferentes, ou até, entrar em conflito e tal informação
não pode ser desprezada e terá de ser envolvida no processo de recomendação.

Nos sistemas de recomendação para grupos, a obtenção de dados para ali-
mentar o algoritmo segue essencialmente as mesmas abordagens dos sistemas in-
dividuais: podem seguir numa abordagem mais impĺıcita, expĺıcita, baseada em
filtragem de conteúdos, de contexto, colaborativa ou demográfica. Neste ponto
acaba por não haver uma grande distinção de sistemas de recomendação indivi-
dual ou de grupos.

Na obtenção da recomendação propriamente dita, os sistemas orientados a
grupos, tentam envolver de alguma forma a agregação e extrapolação das pre-
ferências individuais dos vários elementos para a noção de preferência do grupo.
Existem três abordagens principais:

– Agregação de recomendações individuais. É a forma mais simplista de
resolver este problema. Passa por ter uma agregação à posteriori do algo-
ritmo de recomendação: é realizada uma recomendação individual para cada
elemento do grupo, sendo posteriormente utilizada uma transformação li-
near para uniformizar as diversas recomendações para gerar a recomendação
final. Esta abordagem é pouco utilizada por ser bastante simplista e pode
ser analisada em maior detalhe em [3,8].

– Agregação das preferências individuais. Esta abordagem utiliza meca-
nismos mais complexos que a abordagem anterior. Aqui, efetua-se a agregação
à priori: estes sistemas tentam criar um pseudo super-utilizador com as pre-
ferências de todos os elementos do grupo e aplicar então o algoritmo de
recomendação. Esta abordagem tem sido bastante utilizada e desenvolvida.
Alguns dos sistemas que utilizam esta abordagem temos o Intrigue [5], Poly-
lens [47], MusicFX [38] e o Pocket Restaurant Finder [52].

– Construção de modelo de preferências. esta abordagem utiliza todos
os dados posśıveis sobre as preferências e gostos dos utilizadores envolvi-
dos e com isso cria um modelo representativo. Posteriormente, esse modelo
é empregue na análise dos itens a serem recomendados e consequentemente
selecionados. Esta abordagem para grupos é a mais próxima dos mecanismos
de aprendizagem automática em que, fazendo um paralelismo, a aprendiza-
gem do modelo corersponde à utilização das preferências dos utilizadores e a
classificação equivale à recomendação final para o grupo. Alguns dos sistemas
que utilizam esta abordagem são o Let’s Browser [32], IN-VEHICLE Mul-
timedia [70], YU’s Recommender[69], I-SPY’s [64], Travel Decision Forum
[28] e GroupCast [39].
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4 Conclusão

Como conclusão deste levantamento de conceitos e do estado da arte das aborda-
gens e metodologias dos sistemas de recomendação. Pode-se concluir que foram
aprofundados conhecimentos nessa área e assim solidificadas as bases de partida
para o desenvolvimento de novas abordagens, especialmente na recomendação
para grupos. Durante este estudo é notório que tem havido mais desenvolvimen-
tos nos sistemas de recomendação individuais, no entanto sendo o interesse os
sistemas destinados a grupos, os sistemas individuais não podem ser despreza-
dos, pois as bases e técnicas de funcionamento são comuns. Como trabalho futuro
pretende-se criar novas abordagens experimentais na área da recomendação para
grupos e efetuar comparações com as abordagens já existentes.
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