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Resumo

Recentes investigacidns evidencian que os astrocitos do sistema glial xogan un papel esencial no
procesamento da informacion no cerebro, existindo comunicacion bidireccional entre neuronas e
astrocitos (Sinapse Tripartita). Dado que os Sistemas Conexionistas (SS.CC.) s6 consideran neuronas
artificiais interconectadas, nesta tese doutoral multidisciplinar investigaronse por primeira vez as
consecuencias de engadirlles astrocitos artificiais. Para iso, realizouse unha analise exhaustiva da
eficacia de novas Redes NeuroGliais Artificiais (RR.NG.AA.) versus Redes de Neuronas Artificiais
multicapa clasicas (RR.NN.AA.). Os resultados indican que os astrocitos: melloran o rendemento de
RR.NN.AA,, tanto cando potencian coma cando deprimen as conexidns sindpticas; esta melloria non
pode atribuirse ao incremento de elementos de procesado da rede, sendn as propiedades dos
astrocitos; a eficacia de RR.NG.AA. con potenciacién vs. RR.NN.AA. aumenta ao incrementarse a
complexidade da rede; o grao de mellora inducido polos astrocitos depende do problema tratado e

das propiedades intrinsecas dos astrocitos.

Pédese concluir que os astrocitos artificiais permiten propofer as RR.NG.AA. como un posible novo
paradigma en SS.CC. Ademais, permitiron estudar fendmenos cerebrais ainda non demostrados,

colaborando coa Neurociencia na comprension do sistema nervioso.






Resumen

Recientes investigaciones evidencian que los astrocitos del sistema glial juegan un papel esencial en
el procesamiento de la informaciéon en el cerebro, existiendo comunicacién bidireccional entre
neuronas y astrocitos (Sinapsis Tripartita). Dado que los Sistemas Conexionistas (SS.CC.) solo
consideran neuronas artificiales interconectadas, en esta tesis doctoral multidisciplinar se han
investigado por primera vez las consecuencias de afiadirles astrocitos artificiales. Para ello, se ha
realizado un andlisis exhaustivo de la eficacia de nuevas Redes NeuroGliales Artificiales (RR.NG.AA.)
versus Redes de Neuronas Artificiales multicapa clasicas (RR.NN.AA.). Los resultados indican que los
astrocitos: mejoran el rendimiento de RR.NN.AA,, tanto cuando potencian como cuando deprimen
las conexiones sindpticas; esta mejoria no puede atribuirse al incremento de elementos de
procesado de la red, sino a las propiedades de los astrocitos; la eficacia de RR.NG.AA. con
potenciacion vs. RR.NN.AA., aumenta al incrementarse la complejidad de la red; el grado de mejora
inducido por los astrocitos depende del problema tratado y de las propiedades intrinsecas de los

astrocitos.

Se puede concluir que los astrocitos artificiales permiten proponer a las RR.NG.AA. como un posible
nuevo paradigma en SS.CC. Ademds, han permitido estudiar fendmenos cerebrales aun no

demostrados, colaborando con la Neurociencia en la comprension del sistema nervioso.






Abstract

Recent research shows that glial system astrocytes play an essential role in the information
processing in the brain, as indicates the existence of bidirectional communication between
astrocytes and neurons (Tripartite Synapse). Since Connectionist Systems (CS) only have into account
interconnected artificial neurons, in this multidisciplinary thesis the consequences of adding artificial
astrocytes to them have been investigated for the first time. For this, an exhaustive analysis of the
performance of these new Artificial NeuroGlial Networks (ANGN) vs. classic multilayer ANN has been
carried out. The results indicate that artificial astrocytes: improve the performance of the ANN both
when they enhance and when they depress the synaptic connections; this improvement cannot be
accounted for an increased number of processing elements on the network, but rather for the
properties of astrocytes; the efficacy of ANGN-potentiation vs. ANN increases as the complexity of
the network; relative network performance improvement by artificial astrocytes depends on the

problem tested and the intrinsic properties of astrocytes.

It can be concluded that artificial astrocytes allow ANGN to be proposed as a possible new paradigm
in CS. Furthermore, they have allowed to study brain behaviours not yet proved, collaborating with

Neuroscience in the understanding of the nervous system.
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PROLOGO

El propésito de este prélogo es realizar una breve descripcion del problema tratado en esta tesis
doctoral y del contexto en el que se enmarca. Se definen los objetivos perseguidos por esta
investigacion y la hipdtesis de partida de la misma. Por ultimo, se resume el contenido de cada uno

de los capitulos en los que se ha organizado el presente documento.

1. Contexto

Desde los albores de la Neurociencia, como verdad inmutable, se consideraron las neuronas como
los elementos celulares nobles del cerebro y responsables Unicos del procesamiento y transmision
de la informacion. Las células gliales, y mas concretamente los astrocitos - el tipo mas abundante de
célula glial en el Sistema Nervioso Central (SNC) - eran consideradas meras células de soporte
estructural, trofico y metabdlico de las neuronas. Sin embargo, recientes investigaciones en los
ultimos treinta afios han demostrado que los astrocitos juegan un papel activo en el procesamiento
de la informaciéon, modulando la excitabilidad neuronal, asi como la transmisidon y plasticidad
sindptica, a través de una comunicacidn bidireccional entre astrocitos y neuronas (Araque et al.,
1999; Araque et al., 2001; Haydon, 2001; Haydon & Araque, 2002; Perea & Araque, 2002; Perea &
Araque, 2004; Perea & Araque, 2007a; Perea, Navarrete & Araque, 2009; Navarrete & Araque, 2011;
Araque et al.,, 2014; Volterra et al.,, 2014). Todo esto ha conducido a que en estos momentos,
algunos autores estén planteando un nuevo concepto en Neurociencia que tiene en cuenta que la

funcién de procesamiento de informacidn cerebral surge de la actividad coordinada de neuronas y

Vi
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astrocitos en lo que se podrian denominar redes neurogliales. Sin embargo, queda todavia mucho
por descubrir sobre el modo especifico en que los astrocitos influyen en este funcionamiento de las
redes bioldgicas responsables del procesamiento de la informacién. Los estudios sobre esta
influencia se estan haciendo mayoritariamente mediante la experimentacion en los laboratorios de
Neurociencia, pero dado que hoy en dia la modelizacion de los circuitos nerviosos en las
computadoras in silico esta permitiendo obtener muchas pistas y nueva informacién sobre el
funcionamiento de células y mecanismos subcelulares, se ha considerado que podria resultar de
utilidad abordar el estudio de la interaccidn entre neuronas y astrocitos desde el punto de vista de la
modelizacién computacional y, mas concretamente, desde el punto de vista de la rama conexionista
de la Inteligencia Artificial (1A). Esta propuesta no se hace solamente para investigar esta interaccion
por el beneficio que ello pueda causar a la Neurociencia, sino también desde una perspectiva mas
interesante desde el punto de vista de las Ciencias de la Computacidn y de la IA, para observar si
Sistemas Conexionistas que integren como nuevos elementos de procesado astrocitos artificiales
son capaces de resolver problemas reales de modo mas eficaz, credndose una simbiosis entre la

Neurociencia y las Ciencias de la Computacion e IA.

2. Breve descripcion del problema

Los Sistemas Conexionistas (SS.CC.) actuales son bdsicamente Redes de Neuronas Artificiales
(RR.NN.AA.) que tratan de emular las redes de neuronas del cerebro. Las RR.NN.AA. permiten
resolver problemas del mundo real no abordables eficientemente mediante sistemas de informatica
convencional o sistemas de la rama simbdlica de la 1A, como son problemas de: clasificacidn,
clustering, prediccion, etc. (Pazos, 1996). Aunque se ha avanzado en el disefio de estos sistemas, asi
como en sus algoritmos de aprendizaje, desde las primeras aportaciones que hicieron McCulloch y
Pitts (McCulloch & Pitts, 1943) y Donald Hebb (Hebb, 1949), todavia presentan muchas limitaciones

en cuanto a su eficiencia y complejidad computacionales.

Dadas estas limitaciones, las mejoras que estan siendo logradas mediante la investigacion en los
modelos conexionistas se obtienen actualmente siguiendo dos vias diferentes de investigacion: por
un lado, investigadores que construyen RR.NN.AA. basadas en multiples modelos matematicos con
diversas ecuaciones que controlan su funcionamiento (Cortes & Vapnik, 1995; Haykin, 1999;
Buhmann, 2003; Fritzke, 1994; Fritzke, 1995); por otro, investigadores que creen que las limitaciones

en el procesado de la informacién de los modelos de RR.NN.AA. actuales pueden deberse a que

Vi
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estos no plasman fielmente el funcionamiento real del SN (Dorado, 1999; Porto et al., 2007). Este
trabajo de investigacion estd enmarcado en esta segunda via de investigacion. Dado que dichas
RR.NN.AA. tratan de emular al Sistema Nervioso (SN), cabe pensar que, intentando acercar su disefio
lo mas posible al modelo bioldgico, se logren mejoras significativas en su rendimiento, con el
objetivo de obtener comportamientos mas “inteligentes” y poder abordar problemas mas

complejos.

Por tanto, y dados los recientes descubrimientos sobre el relevante papel de los astrocitos en el
procesamiento de la informaciéon en el SN (Haydon & Araque, 2002; Perea & Araque, 2007a; Perea,
Navarrete & Araque, 2009; Navarrete & Araque, 2011; Araque et al., 2014; Volterra et al., 2014) se
ha considerado un paso oportuno disefiar Redes NeuroGliales Artificiales (RR.NG.AA.) en las que los
astrocitos artificiales interactien con las neuronas artificiales tratando de emular con mayor
fidelidad lo que sucede en la estructura bioldgica que lleva a cabo esta funcidon en el SN. Se ha
considerado estudiar la integracién de astrocitos artificiales en RR.NN.AA. sencillas; en concreto,
redes multicapa que resuelvan problemas de clasificacion. Se ha optado por comenzar con este tipo
de problemas, porque se piensa que el control de las conexiones por parte de los astrocitos en el
cerebro para proceder a su refuerzo o debilitaciéon, esta relacionado con la adaptacién o plasticidad
de las conexiones, generandose caminos de activacion como resultado de dicha adaptaciéon. Este
proceso podria, por tanto, facilitar la clasificacién de los patrones o su reconocimiento por la RNGA

implementada.

Existen una serie de conflictos observados entre el funcionamiento de los SS.CC. y el del SN que

podrian resolverse con esta incorporacion de los astrocitos artificiales. Por ejemplo:

e En el perceptron multicapa, las conexiones sindpticas entre las neuronas artificiales tienen
pesos que pueden ser excitatorios o inhibitorios. Recientes investigaciones (Navarrete &
Araque, 2011) indican que los astrocitos juegan también un importante papel en la
excitacion o inhibicidn de las sinapsis.

e El cambio en el peso de las conexiones requiere la retropropagacion de la seial de error.
Este comportamiento tradicionalmente se habia asumido como imposible en las neuronas
naturales, de acuerdo a la teoria de la “polarizacion dinamica” formulada por Cajal en 1899
(Ramon y Cajal, 1904), segun la cual una neurona es incapaz de transmitir eficientemente
informacidn en sentido inverso a través del axéon hasta alcanzar el soma celular. Sin
embargo, nuevas investigaciones han puesto de manifiesto que las neuronas pueden enviar

informacién a neuronas presinapticas bajo ciertas condiciones, ya sea por medio de axones
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de retroalimentacién, de mecanismos existentes en las dendritas o a través de la
intervencion de células gliales, como los astrocitos.

e El aprendizaje supervisado conlleva la existencia de un instructor, que en el contexto del SN
implicaria que un conjunto de neuronas se comportasen de forma diferente al resto,
dedicadas exclusivamente a integrar la informacién aferente y generar una informacion
propia, con el objetivo de dirigir el proceso. A dia de hoy la existencia de este tipo de
neuronas no se ha demostrado, pero los astrocitos si que se mostraron implicados en este
proceso de supervision y guia, y podrian conformar ese instructor que hasta ahora no habria

sido considerado (Perea, Navarrete & Araque, 2009).

La aproximacion de las RR.NN.AA. al modelo natural es una necesidad en la que se confia para
conseguir mejoras de rendimiento con el objetivo final de justificar la aparicion de comportamientos

mas inteligentes.

Por todo ello, se van a disefar e implementar RR.NG.AA. para analizar diferentes posibilidades de
interaccidon neurona-astrocito que podrian tener lugar en el SNC (concretamente se basaran en
experimentos realizados en areas cerebrales como el hipocampo, involucradas en el aprendizaje y
procesamiento de informacion) (Araque et al., 1999). Las RR.NG.AA. permitiran, ademas, investigar
exhaustivamente como afecta a la eficiencia de las RR.NN.AA. multicapa la incorporacién de

astrocitos artificiales.

3. Objetivos

3.1 Objetivo general

El objetivo general de este trabajo multidisciplinar de tesis es considerar los ultimos avances en
técnicas de IA y Neurociencia para tratar de demostrar la influencia de los astrocitos en el
procesamiento de la informacién, realizando un estudio comparativo de RR.NG.AA y RR.NN.AA. a la

hora de resolver problemas de diferente complejidad.
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3.2 Objetivos especificos

De forma desglosada, los objetivos especificos que se pretenden conseguir con esta investigacién

son:

1. Analizar la influencia de los astrocitos artificiales en el rendimiento de las RR.NG.AA. cuando

estos astrocitos:
a. Potencian las conexiones de una RNGA.
b. Producen una depresion en dichas conexiones.

2. Comprobar si la potencialidad de los astrocitos artificiales es distinta en SS.CC. con
arquitecturas de diferente complejidad y si se confirma que a mayor complejidad mayor
potencialidad de los astrocitos artificiales.

3. Diseflar una metodologia que incorpore a los SS.CC. multicapa, redes de astrocitos
artificiales que interactien entre si y con las neuronas artificiales para procesar la

informacion.

3.3 Hipotesis

Resultados previos a esta investigacion muestran, de modo preliminar y en dos problemas muy
sencillos de clasificacion, que emulando la realidad bioldgica observada en los circuitos neurogliales
se puede conseguir superar en cierta medida la barrera de los algoritmos de minimizaciéon por
descenso de gradiente que caen en minimos locales a la hora de encontrar una soluciéon a un

problema determinado (Yao, 1999; Porto, 2004; Porto et al., 2007).

Se piensa que esta mejora de la eficiencia podria darse de modo generalizado en otros problemas de
clasificacién mas complejos, dado que se ha demostrado que los astrocitos influyen en mayor
medida en zonas cerebrales de mayor complejidad, en las que se encuentran en mas cantidad y en
las que tienen lugar fendmenos cognitivos de alto nivel (p.e. hipocampo) (Ramén y Cajal, 1904).
Ademas, se cree que podrian existir diferentes grados de mejora de la eficiencia en las RR.NG.AA.
considerando diferentes modos de actuacidon de los astrocitos artificiales en dichas redes. Los
astrocitos bioldgicos conforman redes en las que se comunican mediante sefiales de calcio y no se
conoce exactamente su proceder en cada ocasion, pero se ha observado que influyen de diferentes
modos sobre las sinapsis: a veces potencidandolas, a veces deprimiéndolas, etc. La hipdtesis

subyacente a este trabajo se puede enunciar de la forma siguiente:

Xl
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“Al igual que ocurre en el cerebro, es posible que las RR.NG.AA. procesen mejor la informacion

cuando los astrocitos artificiales induzcan diferentes comportamientos sindpticos (potenciacion o

depresion) o cuando se comuniquen entre ellos. Su comportamiento puede ser especifico a cada tipo

de problema a resolver”.

4. Estructura del documento

Esta tesis doctoral se ha estructurado en seis capitulos (ademas del presente prélogo y el apartado

final de bibliografia), cada uno de los cuales esta dividido en diversos apartados que muestran los

conceptos, datos y explicaciones necesarias para presentar la investigacion realizada, facilitando en

la medida de lo posible su comprensidn. El contenido de cada capitulo se resume a continuacién:

Xl

Prologo. Introduccién a la tesis, donde se contextualiza la investigacién realizada, se
describe el problema tratado y se exponen los objetivos y la hipdtesis formulada.

Capitulo 1: Fundamentos. En este capitulo se explican las nociones fundamentales para
comprender el resto del contenido de la tesis. Dado el caracter multidisciplinar de esta
investigacion, se exponen tanto los fundamentos biolégicos como los computacionales de
los aspectos tratados.

Capitulo 2: Antecedentes. Se exponen los antecedentes biolégicos y computacionales que
han servido de base a esta investigacion.

Capitulo 3: Solucién propuesta. Se describe el planteamiento seguido para alcanzar los
objetivos planteados y se expone la planificacion de las pruebas y presentacién de
resultados, justificando la adecuacidon del planteamiento.

Capitulo 4: Evaluacion de las Redes NeuroGliales Artificiales. Este capitulo se subdivide en
dos subcapitulos: el primero de ellos estd dedicado a la presentacion de las aplicaciones
utilizadas para el desarrollo, pruebas y analisis de la eficiencia de las RR.NG.AA.; el segundo
subcapitulo es el de la exposicidén y discusién de los resultados obtenidos en la fase de
pruebas.

Capitulo 5: Conclusiones. Se exponen las conclusiones derivadas de la investigacion
realizada en esta tesis.

Capitulo 6: Futuros Desarrollos. Este capitulo presenta los futuros desarrollos que se
pueden atisbar en la linea de esta investigacion, una vez concluido el presente trabajo de

investigacion y propuestas las conclusiones a las que se ha llegado.
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e Bibliografia. Para finalizar, en este ultimo apartado se indica la lista de referencias

bibliograficas.

Xl



Procesamiento de Informacion mediante Redes NeuroGliales Artificiales en Clasificacion y Prediccion

X1V



indice de Contenido

PROLOGO .....cveueneerrsnssesenessessssssesesesssssssssssssssssssssssssessssssssssssesesssssssssssssssssssssssssenens Vil
IR o 41 1= o N Vil
2. Breve descripcion del problema .........ccccoiiiiiiiiiiiiiiiiniircee e VIl
TN 0 o 7= {1 o 1N X
3.1 (0] oY [ ANV o =1< V=T -1 OSSR X
3.2 Objetivos @SPECITICOS.....uviiiecriie ettt e et e era e e e e Xl
33 HIPOTESIS ..ttt e et e e e e et e e e e tteeeesettaeeesaabeeeesnsbaeeeennns Xl
4. Estructura del documento ......ccccviiiiiiiiiiiiiiiiiiniiiiisinnsnsnsassssssssssssasseseseseseessne Xi
1. FUNDAMENTOS.....cccititiiinninnmnnnssssiiniiimmnsnssssssssssssmimmessssssssssssssssnsmssssssssssssssssssnenns 1
1.1 FUNdamentos DIOIOGICOS ......coccuviiiieiiiee ettt ettt e e e e e e 1
1.1.1  SiSTEMQA NEIVIOSO ..ccceeeeeeeeiiiiiiieeeeeeeeeittee e e e e e ettt e aaeeeessssbsbaesaaeeeessssasees 1
O Y 3 =T s o N C o | 4
J.1.3  ASEIOCIEOS.cceeiiieieeee ettt ettt e e e e e ettt e e e e e s s s ssssbb bt eeaaaeeeensssssnees 5
1.2 Fundamentos cOMPULACiONalES .......ceeeiieeiiiiiiiiee e 7
1.2.1  Inteligencia ArtifiCiQl ..........ccuueeeeeeieeeeeiiiie e eestee e esee e eseaa e e s ste s e siea e 7
1.2.2 Redes de Neuronas ArtifiCiQles.............ccuueeeeevueeeeiiieieeeeiiieeeeesiveeessiveseeeiisenaeens 9
1.2.3  AlGOritmOS GENELICOS ......eeeeeeveeeeeeiieeeeeiieeeeeeiteeeeetiaeeesssaeeeeessaaeeessseeeesssseeas 15
2. ANTECEDENTES .....ccctteuuuisiiiniiiinnennnsssssssissiinmmmessssssssssssssssmssesssssssssssssssssssssnsssssss 19
2.1 Antecedentes DIOIOZICOS ......ccuviii i e 19
2.1.1 Comunicacion entre neuronas y aStroCitos ..........ccecvveveueeesuvercversieeniienenannnn 19
2.2 Antecedentes computacioNales.........ccccuuiiiiiiii e 27
2.2.1 Redes NeuroGliales ArtifiCiQles...........ccuuuvvueieeiiueiieeiiiieesiiiiseessiiiseessiieeeesssaeens 27
D2 BN [V 31 ) ol ol Lo ] S 33
3. SOLUCION PROPUESTAL......ceueueueneereresseseseseessssssssssssessssssssssssssesssssssssenssssesssssas 37
3.1 Descripcion de 12 SOIUCION ......ccuei i 37
3.1.1 Accidn astrocitica: potenciacion vs. depresion...............ccceeevveeceeesciverirenennnen. 38

XV



3.1.2 Andlisis de la influencia de los astrocitos artificiales en el rendimiento de las
RRNGLAA. ..ot s s s e s s s e s s s s s s s s e e s e asaeeaaaaaaaaaaaaannannnens 44
3.1.3 Comprobacion de que los cambios en el rendimiento de las RR.NG.AA. son

debidos a los astrocitos artificiales y no a la presencia de mds elementos de

Jo ] o2 Yo o [o B ST PTPR 51

3.1.4 Comunicacion entre OStIOCIEOS. .........ccoueceererieceesenieiesesieeeeereeee e 52

3.2 Metodologia de [a investigacion ...........ccccveeeeeiiie et 58

3.2.1 Metodologia del SOftWAre ...........cccueeeceeeciieeiieeeeeeceeeceescee e e ssaeaesaaeaaean 59

3.2.2 Metodologia de disefio y construccion de los sistemas conexionistas............ 59

3.3 Validacion de resultados: Cross-validation ............ccccoeeeeviiniinienecniininninens 60

3.4  Analisis estadistico de los resultados: WilcoXon. .......c.cceeveieiiiinieiinienneens 62

3.4.1 Test no paramétrico de Wilcoxon de rangos signados.................cc.cccccuveuen... 63
4. EVALUACION DE LAS REDES NEUROGLIALES ARTIFICIALES........ccccvreererueereeeenes 65

4.1 Entorno de Simulacion ..ot 65

4.2 EXperimentacion y resultados........cccvvveinieeniiieinieeniee et 75

4.2.1 Andlisis de la influencia de los astrocitos artificiales en el rendimiento de las

RR.NG.AA.: arquitecturas de red de una unica capa oCultQ............ccceeecvvvveesccveneeennnn. 77

4.2.2 Andlisis del rendimiento de las RR.NG.AA. en arquitecturas de complejidad

creciente: arquitecturas de dos y tres capas OCUItAS. ..........cccuveeecvvveeeeciieeeeiiieeeeeennn, 96

4.2.3 Comprobacion de que los cambios en el rendimiento de las RR.NG.AA. son

debidos a los astrocitos artificiales y no a la presencia de mds elementos de

Je e Tol=X o To [o BRSPS 101

4.2.4 Comparativa global de resultados ...............ooceeeeiveecieeiieeniiensieesieeeieenae 103

4.2.5 Metodologia de comunicacion entre astroCitos............ccoeevueevciveesivencuennns 108
5. CONCLUSIONES ....ccuuiiiimnniiitinniiniiiniiniiieiiiieneiieiesssiiinmessssistesseisstsssssssssesees 115
6. FUTUROS DESARROLLOS ......ceeeemmmmmenniiiiiiriinnnmnnnensiiiiiniieeesesssessisissieeeeessssssesses 121
BIBLIOGRAFIA........cveueereeteeesectesesessessesessessssessessesessesessensessssessessasensesessensesessensesenns 125

XVI



Indice de Figuras

Figura 1.1 EStructura NeUrona DiOlOGiCQ ............cc.eeueueiiiiiiiiiieiii ettt ettt e e 2
Figura 1.2 Cultivo de astrocitos humanos al MICrOSCOPIO ..........cccuueeeeccueeeeeciiieeeeeciee e ecee e e e e e e e esraeee e 5
Figura 1.3 Sinapsis bioldgica (A) y Modelo de Neurona EStandar (B).............oeceeeeveevenveseseeseeiecieceenns 11

Figura 1.4 Evolucion del error de entrenamiento y validacion de una RNA ............cccccoevvvevinieenieeannne. 14
Figura 1.5 Entrenamiento de RR.INN.AA. CON AA.GG. ......ccovueiicieeeiiiieiiiieeiteeste et esaeees 18
Figura 2.1 Esquema de 1a SinQPSis triPArtit. ...........cccvueieeeiieeeeeiiieeeecieee e e e cree e e sttee e e ssbee e e e ereeeeesnaaeeeas 23

Figura 2.2 Incremento en la proporcién de astrocitos/neuronas a lo largo de la escala filogenética..26

Figura 2.3 Esquema Red NeuroGlial Artificial (RNGA) ......ccoccuereeerieiiieeieeeieesieesieesieesieesiaesseesseeeseeenaeens 28
Figura 2.4 Diagrama de flujo del funcionamiento de una RNGA .............oeoecvueeeeicieeeeecireeeeeciieeeeecvneens 29
Figura 3.1 Diagrama de flujo y pseudocddigo de los algoritmos neurogliales .............cccccceevveeenenannne. 40
Figura 3.2 Estructura y funcionamiento de una neurona artificial ............cccoocueevvveiinieinieeenieeneeene, 41
Figura 3.3 Sinapsis tripartita — estructura y funcionamiento astrocito artificial ................cccccoueeeenne... 42
Figura 3.4 Generacidn y propagacion de una onda de calcio en astroCitos...........cccecceeevcevencueenieeannne. 52
Figura 3.5 Comunicacion entre astrocitos: alternativas 1Y 2.........cccovveeeeeeenieieiieeenieeeiieenveesiee e 54
Figura 3.6 Comunicacion entre astrocitos: alternAtivas 3 Y 4 .........eeeecceeeeeecieee e eecee e e 56
Figura 3.7 Comunicacion entre astrocitos: alternAtivas 5y 6 .........ecoucceeeeeeciieeeeiciieeeeeieeeeeecieeeesevnee s 57
Figura 3.8 Comunicacion entre astrocCitos: QIternativa 7 ............ccoccoeeueevueeciinieneenienieseeeeesee e 58
Figura 4.1 Diagrama de flujo principal de 1a aplicACionN ...............coccueivviiniciiiniiiiniiienieesee e 67
Figura 4.2 Script de encolamiento para simulacion genérica en SVG (gliaSVG.Sh) ...........cccecveeeennneen. 69
Figura 4.3 Script de encolamiento para simulacion genérica en Finisterrae (gliaFT.sh).........cccccvevue.. 70

XVl



Figura 4.4 Ejemplo de fichero de pardmetros de la herramienta de simulacion adaptada al CESGA .72

Figura 4.5 Plantilla excel de andlisis de resultados ..............cccoocueeviiiiiiiniiiiiiiienieeeeesee e 74

Figura 4.6 Flor de lIris: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento..78

Figura 4.7 Flor de lIris: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3)-potenciacidn frente al tiempo de entrenamiento. .............cccoueeeunenn. 79

Figura 4.8 Corazdn: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento .. 80

Figura 4.9 Corazdn: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento. ..............ccoueeeunenn. 81

Figura 4.10 Cdncer: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento ..82

Figura 4.11 Cdncer: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3) potenciacion frente al tiempo de entrenamiento. ..............cccoueeeunenn. 83

Figura 4.12 lonosfera: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA(6-3)-potenciacion frente al tiempo de entrenamiento ...84

Figura 4.13 lonosfera: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3)-potenciacidn frente al tiempo de entrenamiento. ..............cccoueeeunenn. 84

Figura 4.14 Potenciacion 1 capa oculta global: porcentaje acierto medio entrenamiento y test

(izquierda y derecha, respectivamente; n=100) RNA vs. RNGA (6-3) vs. RNGA-mejor ............ccceuuuenne. 85

Figura 4.15 Flor de Iris: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)-depresion frente al tiempo de entrenamiento....... 87

Figura 4.16 Flor de lIris: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3) depresion frente al tiempo de entrenamiento. ..............ccceeeeeevveeeennn. 87

Figura 4.17 Corazon: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)-depresion frente al tiempo de entrenamiento....... 88

XVIII



Figura 4.18 Corazon: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3) depresion frente al tiempo de entrenamiento. ...............coceeeeueeeerneens 89

Figura 4.19 Cdncer: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)- depresion frente al tiempo de entrenamiento...... 90

Figura 4.20 Cdncer: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA( 6-3)-depresion frente al tiempo de entrenamiento. ...............coceceuveeernens 90

Figura 4.21 lonosfera: ejemplo representativo evolucion porcentaje de acierto entrenamiento

(izquierda) y test (derecha) de RNA y RNGA (6-3)-depresidn frente al tiempo de entrenamiento........ 92

Figura 4.22 lonosfera: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test

(derecha) de RNA y RNGA (6-3) depresion frente al tiempo de entrenamiento. ...............coceeeeuveecrnens 92

Figura 4.23 Depresion 1 capa oculta global: porcentaje acierto medio entrenamiento y test (izquierda

y derecha, respectivamente; n=100) RNA vs. RNGA (6-3) vS. RNGA-MEJOr ........ccceecueeeveerireeireesrnnn. 93

Figura 4.24 Andlisis complejidad global potenciacion: acierto medio entrenamiento y test (izquierda y

derecha, respectivamente; n=100) de RNA y RNGA (6-3) con 1, 2 0 3 capas ocultas.........ccccccuuenen.. 97

Figura 4.25 indices de rendimiento potenciacion (valores RNGA relativos a valores RNA) en

entrenamiento y test (izquierda y derecha respectivamente) frente al nimero de capas ocultas....... 98

Figura 4.26 Andlisis global complejidad depresion: acierto medio entrenamiento y test (izquierda y

derecha, respectivamente; n=100) de RNA y RNGA (6-3) con 1, 2 0 3 capas ocultas..........ccccueeeuvnen... 99

Figura 4.27 Indices de rendimiento depresién (valores RNGA relativos a valores RNA) de acierto en

entrenamiento y test (izquierda y derecha, respectivamente) frente al nimero de capas ocultas....101

Figura 4.28 Dibujo esquemdtico representando el disefio de las RR.NN.AA. analizadas con diferente

numero de neuronas y diferentes QrqUItECLUIQS. ...........ccoueeeeciueeeeeiiieeeeseieeeeeeireeeesitreeessaeeeeeerreeeeas 102

Figura 4.29 Porcentaje acierto medio (n=100) en entrenamiento (a) y test (b) de RNA1, RNA2 y RNA3

para cada Problema ANALIZAGO.. .............coccuueeieiieiie ettt e e e e e tre e e e eaae e e e e tbaeeeesaraeeeeeanaeas 102

Figura 4.30 Tiempos medios de entrenamiento y test (izquierda y derecha respectivamente; n=100)

de RNA1, RNA2 y RNA3 para cada problema analizado................occouueeeeeieeeeeciieeesiiieeeeecieeeeecineeeens 103

XIX



Figura 4.31 Estudio global complejidad potenciacion:% acierto medio entrenamiento y test (izquierda

y derecha, respectivamente; n=100) de RR.NN.AA. y RR.NG.AA. con 1,2 y 3 capas ocultas .............. 106

Figura 4.32 Estudio global complejidad depresion: % acierto medio entrenamiento y test (izquierda y

derecha, respectivamente; n=100) de RR.NN.AA. y RR.NG.AA. con 1,2 y 3 capas ocultas.................. 107
Figura 4.33 Red astrocitos + algoritmo glial: refuerzo y depresion .............ccccccevcienceenneeenieenneeenns 109
Figura 4.34 Red astrocitos + algoritmo glial: SOI0 refUerzo ............coeevvueeecieeeiiieeiee e eeie e 111

XX



indice de Tablas

Tabla 1.1 Caracteristicas de la IA simbdlica frente a la cOnexionista .............cccooeceeevceeeniieiinieenieeeneeenns 8
Tabla 2.1 Combinaciones analizadas de iteracion-activacion................cocceeeeeeeeeenseinseenseeeseeseeseene 31
Tabla 3.1 Tiempo de parada (en minutos) fase entrenamiento..............cccccueeeecviveeeeciieeesicceeeeecveeeens 49
Tabla 3.2 Arquitecturas de red con Una capa OCUILQ .............coccueeiceeiiiciiiiiiieiiteeee ettt 49
Tabla 3.3 Arquitecturas de red con dos capas OCUILAS ...........coccueercuieinciiiniiieiteeee et 50
Tabla 3.4. Arquitecturas de red con tres Capas OCUILAS ...........cccueeeeecveeeeeciiieee e e eeaee e esaaee e 50
Tabla 3.5 Arquitecturas de RNA con dos capas ocultas: astrocitos <> Neuronas ............cccccecveeeecvnennn. 51
Tabla 3.6 Arquitecturas de RNA con tres capas ocultas: astrocitos <> NEUronas .........ccccceecvvveeeecrvnennn. 52

Tabla 4.1 Flor de Iris: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

potenciacion (4-2, 6-2, 6-3, 8-3 Yy MejJor) frente @ RNA .........cccoveevceicieece et see e site e sae e esieeneeens 80

Tabla 4.2 Corazon: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

potenciacion (4-2, 6-2, 6-3, 8-3 y Mejor) frente @ RNA ...........cccueecueeeceeeceeeeteeecee e ctee e erveesvaeeeneees 81

Tabla 4.3 Cdncer: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

potenciacion (4-2, 6-2, 6-3, 8-3 Y MejJor) frente @ RNA ........ccccovuevieeciiece et see st siae e eae e sseeneeens 83

Tabla 4.4 lonosfera: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

potenciacion (4-2, 6-2, 6-3, 8-3 Yy MejJor) frente @ RNA .........ccovuevievceeeeeeeeseesee e ste e sae e enseeneeens 85

Tabla 4.5 Flor de Iris: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

depresion (4-2, 6-2, 6-3, 8-3 Yy MeJOr) frente @ RNA ..........c.oeecueeecee et ectee et esae e e sae s eae e eareeens 88

Tabla 4.6 Corazon: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

depresion (4-2, 6-2, 6-3, 8-3 Yy MejJor) frente @ RNA ............oeecueeeceeeciee ettt esre e s e e s ae e eaaeeens 89

Tabla 4.7 Cdncer: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA

depresion (4-2, 6-2, 6-3, 8-3 Yy Mejor) frente @ RNA ............oeecueeeceeeeiee et e esae e s sae e sae e s ae e eeaaeeens 91

XXI



Tabla 4.8 lonosfera: porcentaje acierto medio entrenamiento y valores significacion test Wilcoxon

(n=100) RNGA depresion (4-2, 6-2, 6-3, 8-3 y mejor) frente @ RNA ...........cccueveeveeneenieenieenieeseeseeeeen 93

Tabla 4.9 Comparativa global porcentaje acierto medio test RR.NN.AA. vs. RR.NG.AA.:

POLENCIACION/ACPIESION ...ttt ete et ettt ettt e s ta e e tae et e et e e beebeebeesbeesteesasesaseeabesateensen 104

Tabla 4.10 Comparativa global porcentaje acierto medio entrenamiento RR.NN.AA vs. RR.NG.AA:

POLENCIACION/ACPIESION ...t eee ettt ettt e et e et e st e s tae et eeteebeebeebeesbeestessssasabeesbesateenten 105

XX



1. FUNDAMENTOS

En este capitulo se explican los conceptos fundamentales para comprender el resto del contenido de
la tesis. Dado el caracter multidisciplinar de esta investigacion, se exponen tanto los fundamentos
bioldgicos (Sistema Nervioso, Sistema Glial y Astrocitos) como los computacionales (Inteligencia

Artificial, Redes de Neuronas Artificiales y Algoritmos Genéticos) de los aspectos tratados.

1.1 Fundamentos biologicos

1.1.1 Sistema Nervioso

El SN es un conjunto organizado de células que se comporta como un procesador de la informacién
que recibe del medio ambiente y de su propia actividad y con la que elabora diferentes respuestas
bioldgicas. Ademas de las células de la estructura dsea que lo alberga y de las células que conforman
las membranas, la sangre, el liquido cefalorraquideo, etc., se pueden considerar dos grandes grupos,
muy diferenciados, de células en este sistema: las neuronas y las células gliales, formando estas

ultimas el denominado Sistema Glial (SG).

Las neuronas son células cuya funcién primordial conocida, y hasta ahora considerada exclusiva de
ellas, es integrar la informacion que les llega a través de los contactos con otras neuronas (contactos
sindpticos) y emitir sefiales a otras neuronas y a efectores (células de érganos receptores de sefiales
nerviosas eferentes como son los musculos, las glandulas endocrinas, etc.). Su morfologia varia en
funcién de su localizacién en el SN pero, generalmente, constan de tres partes diferenciadas: el

soma, que es el componente de mayor diametro donde se halla el ndcleo de la célula, constituyendo
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el centro metabdlico de la misma; el axén, componente de mayor longitud que funciona como
unidad de conduccién de la sefial emitida por la neurona; y las dendritas, que son las prolongaciones

ramificadas del soma neuronal que conforman el area de recepcion de la neurona.

Figura 1.1 Estructura neurona biolégica

Las neuronas se reconocen como los elementos celulares responsables del procesamiento de
informacién del SN gracias a una de sus propiedades fundamentales, la excitabilidad eléctrica. Como
cualquier otra célula, las neuronas poseen un potencial de membrana; esto es, una diferencia de
potencial eléctrico entre el medio intracelular y el extracelular causado por la diferencia de
concentracion de iones entre ambos medios. Sin embargo, y al contrario de las del resto de células,
las membranas de las neuronas son excitables debido a que algunos de sus canales idnicos selectivos
son de barrera dependiente de voltaje, es decir, se abren o cierran dependiendo del potencial de
membrana. El flujo de iones a través de estos canales provoca variaciones del potencial de
membrana, variaciones que constituyen el sustrato biofisico de la codificacion y transferencia de la

informacién neuronal.

Las neuronas transfieren la informaciéon entre ellas a través de sinapsis, definiéndose estas ultimas
como la unién funcional entre dos neuronas (Sherrington, 1906). Como se describird en detalle en
una seccion posterior de este capitulo, la sinapsis es lo que principalmente se emula en los modelos
de RR.NN.AA. actuales como la conexidn entre dos de los elementos de procesado que forman la
RNA y que emulan a las neuronas bioldgicas. La magnitud de la sinapsis se representa como el peso

(valor) de esa conexion.
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En la actualidad, se sabe que hay dos categorias principales de sinapsis: por transmisidon quimica y

por transmisién eléctrica.

En la sinapsis eléctrica, las membranas pre- y postsindpticas estan en intima aposicién, esto es,
continuas una de la otra, y forman uniones hendidas a través de las que la corriente eléctrica puede
fluir directamente de una célula a otra, siendo el flujo de corriente bidireccional. Asi, la transferencia
de informacion tiene lugar por medios puramente eléctricos sin la intervencién de transmisores y

puede ocurrir en ambas direcciones.

La sinapsis quimica representa la principal forma de comunicacién en el SN. En este tipo de sinapsis
los elementos no estan continuos, sino contiguos, dejando entre ambas un espacio que permitira
integrar estimulos provenientes de varios emisores y, por tanto, tener mayor capacidad adaptativa.
La terminal presinaptica libera en el espacio extracelular que separa las dos neuronas implicadas,
denominado hendidura sindptica, neurotransmisores quimicos que provocan la activacion de
receptores especificos en la membrana postsinaptica. Si la neurona postsinaptica posee en las
dendritas o en el soma receptores especificos que provocan la apertura de canales sensibles a los
neurotransmisores liberados, los fijaran, y como consecuencia de ello permitirdn el paso a
determinados iones a través de la membrana. Las corrientes idnicas que de esta manera se crean
provocan pequeiios potenciales postsindpticos excitatorios (positivos) o inhibitorios (negativos), que
se integrardn en el soma de la neurona receptora, tanto espacial como temporalmente. Este es el
origen de la existencia de sinapsis excitatorias y sinapsis inhibitorias. Si se ha producido un nimero
suficiente de excitaciones, la suma de los potenciales positivos generados puede elevar el potencial
de la neurona por encima del umbral de disparo, haciendo que se abran los canales de sodio y que
este ion entre masivamente en el interior produciéndose la despolarizacién brusca de la neurona,
generandose asi un potencial de accion (PA). Este PA se propagara a lo largo del axén de la neurona
dando lugar a la transmisién eléctrica de la sefal nerviosa. Cuando este PA originado en el cuerpo
celular llegue a la terminacién del axdn, la despolarizacién producida por éste activara los canales de
calcio en la membrana del terminal, y parte del calcio que se encontraba en el espacio extracelular
entrara en esta zona de la célula nerviosa. El aumento de calcio en el interior del terminal inicia la
exocitosis de vesiculas que vierten su contenido, los neurotransmisores (McCormick, 1998), en la
hendidura sinaptica. La cantidad de sustancia transmisora que se libera en la hendidura sindptica
esta directamente relacionada con el nimero de iones calcio que penetra en el terminal (Guyton &
Hall, 2011). Estos neurotransmisores liberados se unirdn a los receptores especificos de la

membrana de la neurona postsindptica, inicidndose de nuevo el proceso que se acaba de describir.
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1.1.2 Sistema Glial

Las células gliales o neuroglia constituyen, junto a las neuronas, el SN. Desde la primera descripcién
de las células gliales por Rudolf Virchow en 1846, la funcidn original atribuida a la neuroglia fue la de
ser el aglutinante (el significado en griego de glia es pegamento) del SN. La investigacidon posterior
subdividioé las células gliales en varios grupos: oligodendrocitos y células de Schwann (responsables
de la formacién de la vaina de mielina que envuelve los axones neuronales en el sistema nervioso
central y periférico, respectivamente), microglia (funcionan como células del sistema inmune en el
SNC) y astrocitos, el subtipo glial mas abundante en el SNC. Estas células han seguido un desarrollo
embriogénico (desarrollo durante la fase embrionaria del organismo) y ontogénico (tanto en forma
como en funcionamiento) diferente al de las neuronas. Debido a que son menos diferenciadas que
las neuronas, conservan la capacidad mitética (se reproducen dividiéndose en dos células
genéticamente idénticas), lo que permite incorporar nuevos elementos a la arquitectura y, por

tanto, hacerla mas adaptativa.

Desde los primeros estudios del SN, las neuronas se consideraron los elementos celulares
responsables de la elaboraciéon y transmision de informacion. A ello contribuyé la aceptacidn de que
la actividad nerviosa tenia un sustrato eléctrico y que las neuronas eran células eléctricamente
excitables. A la neuroglia se le reservaba la misién Unica de soporte tréfico, estructural y metabdlico
de las neuronas, sin participacion activa en el procesamiento y elaboracién de la informacion por el
SN. Esta idea se debia probablemente a que, a diferencia de las neuronas, los astrocitos, aun

expresando canales idnicos de membrana, no son eléctricamente excitables (Guyton & Hall, 2011).

Frente a la teoria del relleno de la funcién glial, imperante a finales del siglo XIX, Santiago Ramén y
Cajal contrapuso en 1899 la teoria del aislamiento, que concedia un papel activo a los astrocitos en

la fisiologia neuronal:

“El prejuicio de que las fibrillas neurdglicas son a las células nerviosas lo que los haces coldgenos del
tejido conectivo a los corpusculos musculares o glandulares, es decir, una trama pasiva de mero
relleno y sostén (y cuando mds, una ganga destinada a embeberse en jugos nutritivos), constituye sin
duda el principal obstdculo que el observador necesita remover para formarse un concepto racional

de la actividad de los corpusculos neurdglicos” (Ramén y Cajal, 1904).
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Figura 1.2 Cultivo de astrocitos humanos al microscopio

Sin embargo, ante la falta de herramientas y técnicas experimentales que aportaran datos sobre la
auténtica funcion de los astrocitos, la idea de una funcién pasiva de la glia persistié en sus términos
esenciales durante mas de cien afios. Con la aparicién a finales de los aflos 80 y a lo largo de los 90
de nuevas técnicas de estudio del SN, esta idea pudo ser refutada: las pruebas experimentales
realizadas en los ultimos afios demuestran que, al contrario de lo que se creia, los astrocitos son
elementos activos del procesamiento, transferencia y almacenamiento de la informacion por el SN
(Araque et al., 1999; Haydon & Araque, 2002; Perea & Araque, 2007a; Perea et al., 2009; Navarrete
& Araque, 2011; Araque et al., 2014; Volterra et al., 2014), como se expondra mas adelante en el

capitulo de antecedentes.

1.1.3 Astrocitos

Los astrocitos son las células mas abundantes del cerebro, constituyendo mas del 50% del nimero
total de células en el cortex cerebral (Peters et al., 2003). Su proporcion es especialmente alta en
humanos y mamiferos altamente evolucionados; forman parte del SNC y proporcionan soporte
estructural a las células nerviosas ademds de ayudar a controlar su ambiente extracelular quimico e
ionico. Morfoldgicamente, los astrocitos estan intimamente asociados con las neuronas. Pueden
revestir las terminales sindpticas, haciendo contacto extensivo con los capilares, y estan

interconectados a través de uniones gap (Ventura & Harris, 1999).

Hasta hace pocos afios se creia que la principal tarea de los astrocitos era unir las neuronas a los

capilares sanguineos, asi como también la de formar parte de la barrera hematoencefalica y
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mantener la homeostasis del medio extracelular en el cerebro, proporcionando las condiciones
adecuadas para el funcionamiento correcto de neuronas y sinapsis. Se sabia, ademds, que
participaban en los procesos de regeneracion de lesiones en el SN, aumentando su tamafio y
enviando sus proyecciones para rellenar la zona dafada. Es conocido que los astrocitos juegan
papeles criticos en el desarrollo y fisiologia del SNC. Asi, estan involucrados en aspectos clave de la
funcién neuronal, tales como: soporte tréfico (Ramon y Cajal, 1904), supervivencia neuronal y
diferenciacion (Raff et al., 1993), guia neuronal (Kuwada, 1986; Rakic, 1990), crecimiento externo de
neuritas (Le Roux & Reh, 1994) y sinaptogénesis (Mauch et al., 2001; Pfrieger & Barres, 1997). Los
astrocitos contribuyen a la homeostasis del cerebro regulando las concentraciones locales de iones
(Largo et al., 1996) y neurotransmisores (Mennerick & Zorumski, 1994; Largo et al., 1996). Juegan
ademas un papel decisivo en el metabolismo de los neurotransmisores glutamato y GABA y acttan
como buffers de potasio, eliminando el exceso del mismo que es generado por la actividad neuronal

en el espacio extracelular. Funcionan también como almacén de glucégeno.

Como se ha dicho, a los astrocitos se les negaba un papel activo en el procesamiento de la
informacién debido a que no eran células eléctricamente excitables, puesto que apenas presentaban
pequefias variaciones en su potencial de membrana, a diferencia de las neuronas. Sin embargo, esta
visidn cldsica de los astrocitos como simples células de apoyo a las neuronas esta siendo desafiada
por la acumulacién de pruebas que sugieren una nueva visidn en la que los astrocitos son elementos
activos muy involucrados en la fisiologia y el procesamiento de la informacion del SN (Araque et al.,
2014; Volterra et al., 2014; Perea, Navarrete & Araque, 2009). Esta nueva vision se basa en el hecho
de que los astrocitos son estimulados por los neurotransmisores liberados sindpticamente, los cuales
aumentan los niveles de iones Ca** en los astrocitos, provocando asi que liberen gliotransmisores
que regulan la eficacia sinaptica y la plasticidad. Estos hallazgos conducen a la aparicién de un nuevo
concepto en la fisiologia sinaptica, la Sinapsis Tripartita (Araque et al., 1999), en la cual los astrocitos
intercambian informacidn con las neuronas, formando parte integral de la sinapsis, como se vera con

detalle en el apartado 2.1 del capitulo de Antecedentes.

Si bien esta idea ha sido cuestionada por algunos trabajos que fallaron en la deteccién de la
neuromodulacion mediada por astrocitos (Fiacco et al., 2007; Petravicz et al., 2008; Agulhon et al.,
2010; Sun et al.,, 2013; Hamilton & Attwell, 2010; Araque et al.,, 2014; Volterra et al., 2014),
numerosos trabajos demuestran la liberacion de gliotransmisor y regulacion neuronal y sinaptica en
diferentes areas del cerebro (Tabla 1 en Araque et al., 2014) y sugieren que nuestra comprension de
la funcidn sindptica, que previamente se pensaba que era exclusiva de las sefializacién entre las

neuronas, debe incluir la seializacién bidireccional entre las neuronas y los astrocitos.
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Por tanto, los astrocitos se pueden considerar elementos integrales implicados en la fisiologia
sindptica y contribuyen a la transformacion, la transferencia y el almacenamiento de la informacién
por parte del SN.En consecuencia, la comunicacidn reciproca entre astrocitos y neuronas ha
planteado la hipotesis de ser parte de los procesos de sefializacidn intercelular que intervienen en la
funcion cerebral. Por consiguiente, el disefio de RR.NG.AA. dotadas de propiedades similares de
comunicacion astrocito-neurona en los sistemas bioldgicos, es un paso oportuno a seguir en las

técnicas de |A bioinspiradas para superar las limitaciones actuales de las mismas.

1.2 Fundamentos computacionales

1.2.1 Inteligencia artificial

El término Inteligencia Artificial (I1A) fue formalizado durante la Dartmouth Summer Research Project
on Artificial Intelligence en 1956, en la que se reunieron patrocinados por la Rockefeller Foundation
los padres fundadores de esta disciplina, entre los que destaca John McCarthy por ser el promotor

de lareunidony el que le dio el nombre de Artificial Intelligence tal como hoy es entendido.

El propdsito de este congreso era reunir a un grupo de diez investigadores que quisieran trabajar
sobre la conjetura de que cada aspecto del aprendizaje y cada caracteristica de la inteligencia
podrian ser tan precisamente descritos que se podrian crear maquinas que los reprodujeran. Esta
reunion cientifica supuso la postulacién de los objetivos prioritarios de la IA: “entender la
inteligencia natural humana, y usar maquinas inteligentes para adquirir conocimientos y resolver

problemas considerados como intelectualmente dificiles” (Klassner, 1996).

Para conseguir estos objetivos, se han seguido dos enfoques fundamentales que dan lugar a los
diferentes modos de trabajo en IA: la IA simbdlica y la IA conexionista. La IA simbdlica intenta
modelizar matemdticamente los procesos de razonamiento para simular el funcionamiento del SN
procesando la informacién; dentro de esta rama se encuentran, por ejemplo, los Sistemas Expertos y
las Redes Bayesianas. La IA conexionista intenta emular al SN, es decir, simular su funcién y la
estructura que la lleva a cabo; implica un aprendizaje iterativo: partiendo de la representacion del
problema mediante datos empiricos, la estructura del sistema o algun pardmetro de éste varia,
buscando con cada iteracion una mejora del sistema en la resoluciéon del problema, esto es, un
menor error. En esta rama se engloban, entre otras disciplinas, las RR.NN.AA., los Sistemas Difusos y

la Computacion Evolutiva (CE).
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En la perspectiva simbdlica se dice que el disefio de estos sistemas sigue un esquema de arriba hacia
abajo (top-down), ya que es necesario disponer primeramente de una aproximacioén a la solucion del
problema, proporcionada por un experto en la materia, antes de poder disefiarla completamente.
Cuanto mejor haya podido entenderse la forma de razonar humana, mas eficiente sera el sistema

producido a la hora de resolver los problemas planteados.

La perspectiva conexionista, al contrario, sigue un disefio de abajo hacia arriba (botton-up) ya que
los sistemas disefiados recogen las caracteristicas fisicas de los sistemas que tratan de emular y
proporcionan una solucion de forma automatica mediante mecanismos prefijados de aprendizaje,

sin que haya que proporcionarles conocimiento previo del problema a resolver.

Dentro de la corriente conexionista, quiza la técnica que mas éxito ha tenido sea la de las RR.NN.AA.,
las cuales llevan decenas de afios siendo aplicadas con éxito en distintos ambitos, desde el

empresarial al de la medicina. En la tabla siguiente, se muestra una comparativa resumen de las

principales caracteristicas de estas dos corrientes: simbdlica y conexionista.

IA simbolica IA Conexionista

Pretende reproducir el funcionamiento del | Pretende reproducir el funcionamiento del SN con
SN una estructura también similar a la del SN
Enfoque descendente Enfoque ascendente

Basado en la psicologia Basado en la biologia

Qué hace el cerebro Cémo lo hace el cerebro

Reglas Si/Entonces Generalizacion a partir de ejemplos

Sistemas programados Sistemas entrenados

Légica, conceptos y reglas Reconocimiento de patrones

Arquitectura Von Neumann. Arquitecturas paralelas, distribuidas, adaptativas.
Separacion hardware/software Autoorganizacion

Tabla 1.1 Caracteristicas de la IA simbdlica frente a la conexionista (modificada a partir Martin del Brio & Sanz,
2006)
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Durante la década de los setenta, la corriente simbdlica cobré un gran auge en detrimento de las
RR.NN.AA., que se vieron sumidas en un declive que duraria mas de diez afios. Esto fue debido,
principalmente, al estudio presentado por Minsky y Papert en 1969 (Minsky & Papert, 1969) en el
que mostraron las graves limitaciones de la arquitectura Perceptrén, el modelo neuronal por
excelencia de los afios sesenta, lo que supuso una enorme pérdida de confianza en este nuevo

campo.

Ya a finales de los afos sesenta se sefialé6 como solucidn a las limitaciones del Perceptrén la
introduccion de capas ocultas en la red, pero el problema estribaba en que no se disponia de ningln
algoritmo de aprendizaje que permitiera obtener los pesos sindpticos en una red multicapa con
neuronas ocultas. Esto no se consiguié hasta mediados de los afios 80, cuando Rumelhalt presenté el
algoritmo de Retropropagacién (RP) de errores o Backpropagation (BP) (Rumelhalt et al., 1986).
Gracias a este algoritmo comenzd el resurgimiento de las RR.NN.AA. ya que solventaba las

limitaciones de la arquitectura Perceptrdn para resolver problemas de separabilidad no lineal.

Hoy en dia vuelven a coexistir estas dos corrientes, la simbdlica y la conexionista, dentro de la

busqueda de la IA.

1.2.2 Redes de Neuronas Artificiales

Las RR.NN.AA. son un paradigma de aprendizaje y procesamiento automatico de informacién que
forman parte de la rama conexionista de la IA. Se trata de un sistema de interconexién de elementos
de procesado o neuronas artificiales en una red, los cuales colaboran para producir un estimulo de
salida, en funcion de las entradas recibidas en cada momento y de la informacién almacenada

previamente en el sistema.

El primer modelo de neurona artificial fue propuesto por McCulloch y Pitts (McCulloch & Pitts, 1943)
quienes modelizaron una estructura y un funcionamiento simplificado de las neuronas del cerebro,
considerandolas como dispositivos binarios con m entradas, una Unica salida y sélo dos estados
posibles: activa o inactiva. Ademas, las entradas podian ser excitadoras o inhibidoras, las activadoras
todas de igual valor y las inhibidoras de “accidn absoluta”, bastaba con que una estuviera activa para
qgue no se produjese la activacién del elemento. Una RNA era, en ese planteamiento inicial, una
coleccion de neuronas de McCulloch y Pitts, todas sincronizadas, donde las salidas de unas neuronas
estaban conectadas a las entradas de otras. Algunos de los planteamientos de McCulloch y Pitts se

han mantenido desde 1943 sin modificaciones, otros por el contrario han ido evolucionando, pero
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todas las formalizaciones matematicas sobre RR.NN.AA. que se han realizado desde entonces, aln
sin pretender ser una modelizacion exacta de las redes de neuronas bioldgicas, si han resultado un
punto de partida util para el estudio de las mismas. El resurgir de las RR.NN.AA. en los afios 80 es, en
gran parte, debido a la presentacion de ciertos modelos fuertemente inspirados por los bidlogos,

como por ejemplo las redes de Hopfield (Hopfield, 1982, Hopfield, J.J. & Tank, 1989).

Segun la definicion propuesta por Kohonen (Kohonen, 1988), las RR.NN.AA. son “conjuntos de
elementos de cdlculo simples, usualmente adaptativos, interconectados masivamente en paralelo y
con una organizacion jerdrquica que les permite interactuar con algun sistema del mismo modo que
lo hace el sistema nervioso biolégico”. Su aprendizaje adaptativo, caracter autoorganizativo,
capacidad de generalizacién y tolerancia a fallos, operacion en tiempo real y facil insercion dentro de
la tecnologia existente, han hecho que su utilizacién se haya extendido en areas como la bioldgica,
financiera, industrial, medio ambiental, militar, salud, etc. (Hilera & Martinez, 1995). Estan
funcionando en aplicaciones que incluyen identificacién de procesos (Gonzalez et al.,, 1998),
deteccion de fallos en sistemas de control (Aldrich & Deventer, 1995), modelacidon de dindmicas no
lineales (Meert & Rijckaert, 1998; Wang et al., 1998), control de sistemas no lineales (Bloch, 1997;
Levin & Narendra, 1993), recuperacién de la informacién (Moya et al., 1998) y optimizaciéon de
procesos (Oller & Guidici, 1998; Altissimi, 1998; Aguiar & Maciel, 1998). Entre los modelos de
RR.NN.AA. que han sido propuestos hasta ahora se pueden destacar los siguientes: Perceptrén
(1957), Adaline y Madaline (1960), Avalancha (1967), Retropropagacion (1974), Neocognitron
(1980), SOM (1980), Hopfield (1982), ART (1986), etc.

Una RNA se compone por tanto de unidades artificiales llamadas neuronas interconectadas entre si.
Se considera una neurona como un elemento formal o médulo o unidad basica de la red que recibe
informacién de otros médulos o del entorno, la integra, la computa y emite una Unica salida que se
va a transmitir a neuronas posteriores (Wasserman, 1989) o al entorno. En las RR.NN.AA. cada
conexion tiene asignado un peso, que determina la importancia de dicha conexién dentro del grupo
de entradas de una neurona. En la Figura 1.3 se representa la sinapsis quimica bioldgica y se

esquematiza la estructura y funcionamiento de la neurona artificial.
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Figura 1.3 Sinapsis biolégica (A) y Modelo de Neurona Estdndar (B) (Martin del Brio & Sanz, 2006)

Como puede observarse en la Figura 1.3 (B), el peso de las conexiones se denota de la siguiente

manera:
w;j= Peso de la conexidn entre la neurona j (que emite) y la neurona i (que recibe).

A través de estas conexiones, cada una con un valor de peso asociado, llegan las entradas a la
neurona. A partir de dichas entradas, la neurona emite una salida, que viene dada por tres funciones
que se aplican de forma consecutiva: entrada (o valor neto), activacién y salida (Isasi & Galvan,
2004). Cada Neurona Artificial o Elemento de Procesado (EP) calcula su valor neto en base a sus
entradas y la fuerza de las conexiones asociadas a las mismas. A partir del valor neto se calcula el
valor de activacion, y a partir de este Ultimo se calcula el valor de salida aplicando una funciéon de

transferencia, limitador de rango dinamico, sobre la activacion de la neurona.

El funcionamiento basico de las RR.NN.AA. abarca dos grandes etapas. La primera comprende las
fases de creacién y desarrollo de la red, la segunda corresponderia a la fase de funcionamiento real

o fase de ejecucion.

1. Fase de Creacion. En ella se llevardn a cabo las siguientes tareas:

1.1 Disefio de la arquitectura: consistira en determinar el nimero de capas de la red, el nUmero de
neuronas dentro de cada capa y la conectividad entre ellas, ademas de las funciones de
activacion y salida que se utilizaran. Esta etapa es critica, ya que la topologia de la red determina
la capacidad de representatividad de la mismay, por lo tanto, la capacidad de conocimiento que

puede albergar. No existen técnicas que determinen cual es la mejor topologia para un

11
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determinado problema, por lo que habra que recurrir al método de ensayo-error, o a utilizar
otras técnicas de IA, como son los algoritmos genéticos, que son capaces de optimizar esta
topologia para resolver problemas concretos.

Entrenamiento de la red: una vez disefiada la arquitectura de la red, habra que entrenarla para
que “aprenda” el comportamiento o funcionamiento que debe tener; es decir, para que aprenda
a dar la respuesta adecuada a la configuracion de estimulos o patrones de entrada que se le
presente (Pazos, 1996). Esto se realiza presentando a la red un subconjunto de los posibles
valores de entrada y/o salida del problema que se estd tratando de resolver. Dicho subconjunto
debe ser suficientemente representativo, incluyendo incluso contraejemplos, de la casuistica del
problema, ya que su eleccién condicionara el desarrollo del entrenamiento, el cual consistirad en
determinar los valores de los pesos de las conexiones de la red. Para la realizacidon de dicha
tarea existen diferentes algoritmos, el mas comun de ellos el de backpropagation (BP) o
retropropagacién del error (Rumelhart et al.,, 1986) que se aplica a redes alimentadas hacia
adelante, dispuestas en varias capas, y con una conectividad total entre las neuronas de una

capay las de la capa siguiente.

Para conseguir que la red generalice bien, los datos usados para el entrenamiento deben cubrir
un rango de hechos suficientemente amplio. En general, cuando aumenta el tamafio y variedad
del conjunto de entrenamiento disminuye la necesidad de que los datos de entrada durante la
fase de trabajo normal se parezcan mucho a los patrones de este conjunto; es decir, la red
generalizard mejor. Pero si los datos de un problema se diferencian demasiado de todos los
patrones con los que se ha entrenado la red, ésta tendrd dificultades para encontrar la

respuesta correcta.

A la hora de entrenar una red, existen dos grandes tipos de aprendizaje: supervisado y no

supervisado.

e El aprendizaje supervisado se caracteriza por la existencia de un “supervisor” que le indica a

la red, durante el proceso de entrenamiento, cual es la salida que debe ofrecer y, por lo
tanto, también le indica qué error estd cometiendo. En este tipo de aprendizaje, el
entrenamiento consiste en presentarle a la red reiteradamente patrones de estimulos de
entrada pertenecientes al conjunto de entrenamiento vy, a partir de las salidas que ofrece la
red, calcular un valor de error con respecto a las respuestas que se desean. Es decir, se
comparan las respuestas obtenidas por la red con las salidas deseadas del conjunto de
entrenamiento. De acuerdo al resultado de esta comparacidn se reajustan los pesos de las

conexiones, para lo cual existen varios algoritmos, siendo el mas comun el mencionado
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anteriormente, BP. El reajuste de los pesos de las conexiones esta orientado a que, ante el
patréon de entrada, la red se acerque cada vez mas a la respuesta correcta. Después de
sucesivas presentaciones de todos los patrones del conjunto de entrenamiento, los pesos de
las conexiones de todas las neuronas se habran estabilizado en torno a unos valores
Optimos, es decir, el algoritmo de aprendizaje converge y se puede considerar entonces a la
red entrenada y dar por terminada la fase de aprendizaje.

e El aprendizaje no supervisado se caracteriza por la no existencia de ese elemento

“supervisor”; es decir, para un conjunto de entradas no existen unas salidas deseadas. En
estos casos es cuando se desea que la red encuentre relaciones y dependencias entre los
datos de entrada. Ejemplos de estas redes son los mapas autoorganizativos (self-organizing
maps, SOM) (Kohonen, 1988), cuyo objetivo es, a partir de un conjunto de datos, realizar

una tarea de clasificacion o clusterizacion de los mismos.

Estas dos categorias de aprendizaje definen los modelos basicos de entrenamiento; mezclando
las caracteristicas correspondientes a cada modelo o aplicando las dos categorias de
entrenamiento en distintas fases, se pueden obtener otros tipos de entrenamiento, como por

ejemplo:

e Entrenamiento hibrido: Se trata de una combinacién del aprendizaje supervisado y del no

supervisado. Parte de los pesos se ajustan por medio de un esquema de aprendizaje
supervisado, y el resto se obtienen por medio de un aprendizaje no supervisado. En este tipo
de entrenamiento se incluyen métodos como el Learning Vector Quantizer (LVQ) (Kohonen,
1997) o la Red de Contrapropagacién (CPN) (Hecht-Nielsen, 1987).

e Entrenamiento evolutivo: Consiste en utilizar métodos de computacién evolutiva para

optimizar el proceso de aprendizaje de la RNA (Michalewicz, 1996; Holland, 1975; Paredis,
1995). Permiten también la busqueda en paralelo de las mejores opciones en cada uno de
los aspectos del disefio de la red. Se intenta de este modo emular el comportamiento de los
sistemas naturales acercando mas los sistemas artificiales a los naturales, a la vez que sirve
para demostrar la potencialidad del entrenamiento evolutivo a la hora de evaluar, de una

forma facil, nuevos desarrollos en el campo de las RR.NN.AA.
1.3 Validacién de la red: El proceso de validacién de una red suele realizarse de forma conjunta al
entrenamiento, con un conjunto de patrones de validacion distinto al de entrenamiento y test.
El objetivo es impedir que la red caiga en alguno de los problemas habituales del
entrenamiento, como son el de que la red no se entrene con precisién suficiente (es decir, que

tenga un alto porcentaje de “fallos” que no se reduce por mas veces que se le pase el conjunto
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de entrenamiento, o que la red tarde mucho tiempo en entrenarse) o el de
sobreentrenamiento. El sobreentrenamiento es un problema bastante comin que se observa
cuando una red presenta un mal comportamiento en el test cuando acaba de ser entrenada con
un alto porcentaje de acierto. Esto quiere decir que la red ha aprendido los patrones existentes
en el conjunto de entrenamiento, pero realmente no ha sido capaz de abstraer y generalizar las
relaciones entre los mismos. Al realizarse la validacién al mismo tiempo que el entrenamiento,
cuando se observe que el error de validacion empieza a aumentar se detendrd el
entrenamiento, obteniendo asi la configuracion mas adecuada de la red y evitando el
sobreentrenamiento (Isasi & Galvan, 2004). La validacidn, por tanto, asegura que la red ha sido
entrenada de forma satisfactoria. En la Figura 1.4 se puede observar una grafica donde se
muestra la evolucién del error de entrenamiento, y cdmo, a partir de un cierto valor de éste, el
error en validacién no mejora sino que empeora. Esta grafica muestra la situacion idealizada,

pero en la préctica la gréfica del error de validacion presentaria numerosos minimos locales.

B Entrenamiento
Error B Validacion

>
Tiempo

Figura 1.4 Evolucion del error de entrenamiento y validacion de una RNA

Fase de Test: Finalmente, cuando se tiene una red entrenada y validada, se realiza un test de la
misma en unas condiciones que no le han sido presentadas a la red durante el entrenamiento,
para evaluar su capacidad de generalizacién y su comportamiento en casos que la red no ha
evaluado, con lo que se tiene una medida real de como se va a comportar la red con el problema

para el cual ha sido creada.
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3. Fase de Ejecucion: Tras las fases de entrenamiento, validacion y test la red estard lista para su
operacion en el entorno real. Se trata de la fase de ejecucion, durante la cual se le pedira a la
RNA que responda a nuevos estimulos, diferentes a los ya presentados en el conjunto de
entrenamiento. Gracias a las relaciones encontradas con anterioridad, la RNA deberd ser capaz

de generalizar.

En las fases de test y ejecucidn, se opera con una RNA ya entrenada. Por tanto, en estas fases se
le suministra informacion de entrada a la red, pero no se realizara ningln ajuste en los pesos de

las conexiones. La red evaluara los estimulos de entrada y dara una respuesta.

Para el entrenamiento de las RR.NG.AA. se utiliza un método hibrido de aprendizaje disefiado ad-hoc
para este tipo de redes en el laboratorio RNASA-IMEDIR de la UDC (Porto et al., 2007) el cual se
explicara con detalle en el capitulo 2 de Antecedentes. Este entrenamiento consiste en una primera
fase de entrenamiento no supervisado, en la que los cambios en los pesos de las conexiones tendran
lugar de acuerdo a la actividad de la glia, y una segunda fase de aprendizaje supervisado mediante
Algoritmos Genéticos (AA.GG.), una técnica de computacién evolutiva que se introduce brevemente

a continuacién.
1.2.3 Algoritmos genéticos

Como se ha indicado las RR.NN.AA. son sistemas con capacidad de aprendizaje que emulan al
cerebro (mecanismo natural a nivel de individuo). Existe otra rama de la IA subsimbdlica, la
Computacién Evolutiva (CE), que permite crear sistemas con capacidad de aprendizaje mediante la
simulacidn de la evolucion (mecanismo natural a nivel de especie). La CE construye modelos basados
en ciertas caracteristicas de la naturaleza, fundamentalmente en la capacidad que tienen los seres
vivos para adaptarse a su ambiente, lo que ya habia sido tomado como base por Darwin para
desarrollar su teoria de la evolucién segun el principio de seleccién natural en 1859 (Darwin, 1859;
Wallace, 1855; Wallace et al., 1858). Basandose en este principio, las técnicas de CE desarrollan
algoritmos que son capaces de adaptarse al problema que se pretende solucionar. La CE engloba

varios paradigmas muy relacionados entre si (Yao, 1999), principalmente AA.GG.

Un AG es un algoritmo de busqueda basado en la siguiente premisa: la reproduccion y el principio de
supervivencia del mas apto permiten a las especies bioldgicas adaptarse a su ambiente y competir

por los recursos.

Segln la definicion propuesta por Koza (Koza, 1992): “Es un algoritmo matemdtico altamente

paralelo que transforma un conjunto de objetos matemdticos individuales con respecto al tiempo
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usando operaciones modeladas de acuerdo al principio Darwiniano de reproduccién y supervivencia
del mds apto, y tras haberse presentado de forma natural una serie de operaciones genéticas de
entre las que destaca la recombinacion sexual. Cada uno de estos objetos matemdticos suele ser una
cadena de caracteres (letras o numeros) de longitud fija que se ajusta al modelo de las cadenas de

cromosomas, y se les asocia con una cierta funcion matemadtica que refleja su aptitud”.

En un AG el conjunto de todos los pardametros cuyos valores constituyen la solucion al problema
(genes en la terminologia de AG) se codifican en una cadena de valores denominada cromosoma. El
conjunto de los pardmetros representado por un cromosoma particular recibe el nombre de
genotipo. El genotipo contiene la informacidn necesaria para la construccion del organismo, es decir,
la solucion real al problema, denominada fenotipo. Desde los primeros trabajos de John Holland
(Holland, 1975) la codificacidn suele hacerse mediante valores binarios, aunque durante la ultima
década son igualmente comunes las representaciones que codifican directamente cada parametro
con un valor entero, real o en punto flotante. Si se hace mediante valores binarios, a cada parametro
se le asigna un determinado nimero de bits, nUmero que puede ser distinto para cada parametro.

Cada uno de los bits pertenecientes a un gen suele recibir el nombre de alelo.

Para alcanzar la solucién a un problema, los AA.GG. parten de un conjunto inicial de individuos,
llamado poblacién, generado de manera aleatoria. Cada uno de los individuos de la poblacién tendra
asociado un valor de ajuste o fitness acerca de su adecuacién para resolver el problema planteado.
Este valor, que se obtendrd de una manera especifica para cada uno de los problemas, es la
informacién cuantitativa que empleara el algoritmo evolutivo para guiar el proceso de busqueda, y
representa lo bien que el fenotipo del individuo soluciona el problema actual. Goldberg describié
esta funcion de ajuste como “una medida de beneficio, utilidad o bondad que queremos maximizar”

(Goldberg, 1989).

El funcionamiento genérico de un AG puede apreciarse en el siguiente pseudocddigo:

Inicializar poblacién actual aleatoriamente
MIENTRAS no se cumpla el criterio de terminacion
crear poblacion temporal vacia
Sl elitismo
Copiar mejores invididuos en poblacion temporal

MIENTRAS poblacion temporal no llena
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seleccionar padres (mediante operadores de seleccion)
cruzar padres con probabilidad Pc
Sl se ha producido el cruce
mutar uno de los descendientes con probabilidad Pm
evaluar descendientes

afiadir descendientes a la poblacion temporal

SINO

afiadir padres a la poblacién temporal

FIN SI

FIN MIENTRAS

aumentar contador generaciones

establecer como nueva poblacion actual la poblacion temporal

FIN MIENTRAS

El proceso comienza creando una poblacidn inicial de individuos, normalmente mediante la
generacion aleatoria de los valores de los genes (dentro de los margenes que establece la estructura
elegida para las redes). A continuacion, se evalla la red y se ordena la poblacion segun el error de
los individuos, tras lo cual se procede a la seleccidon de los individuos de acuerdo al algoritmo de
seleccién que se desee aplicar: torneo (Wetzel, 1983), ruleta (Delong, 1975), etc. Tiene lugar
entonces el cruce con una probabilidad Pc, para lo cual se dividen los individuos seleccionados en un
nuimero de cortes determinado por el algoritmo de cruce elegido (punto, multipunto o uniforme) y
se procede a combinar los genes de los progenitores para obtener la descendencia, la cual se evalta
para obtener el error de los nuevos individuos generados. Algunos de estos individuos sufriran
mutaciones, generalmente con una probabilidad muy baja (Pm). Con la mutacidn lo que se pretende
es conseguir individuos a los que no se podria llegar usando simplemente la combinacién de otros.
Los nuevos individuos asi generados se incluirdn en la poblacién mediante el algoritmo de
sustitucidn que se haya elegido (sustitucidn del peor individuo, de los individuos con ajuste parecido,

los hijos sustituyen a los padres, etc.). Se repetiran los pasos de combinacion de genes (cruce),
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mutacion y evaluacién hasta que se alcance el criterio de parada determinado; es decir, que la
soluciéon alcance un determinado error umbral o bien que se llegue a un numero fijado de

generaciones.

De esta forma, los individuos de la poblaciéon evolucionaran tomando como base los esquemas
propuestos por Darwin sobre la seleccién natural y, tras el paso de cada generacion se iran

adaptando cada vez mas a la solucion requerida.

En el caso de las RR.NN.AA,, los AA.GG. se han utilizado a lo largo de los afios para optimizar
diferentes aspectos: arquitectura de la red, funciones de las neuronas, pesos de las conexiones, etc.
(Dorado, 1999). En este trabajo de tesis, como se detallard mas adelante, los AA.GG. se han
empleado para el entrenamiento de las RR.NN.AA. y también en la fase supervisada del
entrenamiento de las RR.NG.AA. En general, en el entrenamiento de SS.CC. con AA.GG., los
elementos que van a constituir los “genes” de los individuos que conformaran la poblacion seran
habitualmente los pesos de las conexiones de la red (si todas las redes de la poblacién comparten la
misma estructura y pardmetros), o los pesos junto con otros pardmetros, en caso de tener una
poblacién con individuos (redes) heterogéneos en cuanto a sus parametros. En la Figura 1.5 puede

observarse el procedimiento esquematizado de entrenamiento de una RNA mediante AA.GG.:

CODIFICACION PESOS RED

®
I, \\
W13 W14 W23 W24 W35 W45 IND. 2
|’,><~~|
@ @ W13 W14 W23 W24 W35 W45 IND. N

DECODIFICACION wEVA POBLACION

OPERADORES

PARES
ENTRENAMIENTO

CALCULAR

E_|S ¢ GENETICOS

/. FITNESS APRENDIZAJE

GENETICO

0
0
1
1

-0 =0
O = =20

Figura 1.5 Entrenamiento de RR.NN.AA. con AA.GG.
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2. ANTECEDENTES

En este capitulo se exponen los antecedentes bioldgicos y computacionales considerados para este
trabajo de tesis. Se hara hincapié en el aspecto clave de la investigacidn, esto eso, la comunicacién

bidireccional neurona-astrocito y su aplicacion en los SS.CC.

2.1 Antecedentes bioldgicos

2.1.1 Comunicacion entre neuronas y astrocitos

2.1.1.1 Excitabilidad astrocitica mediada por el ion calcio

El desarrollo de nuevas técnicas de imagen permitid, a principios de los noventa, poner de
manifiesto que los astrocitos, considerados hasta entonces células pasivas en lo que a
procesamiento de informacién se refiere, evidenciaban una excitabilidad celular que se apoyaba en
variaciones intracelulares del ion calcio. Ese descubrimiento revoluciond la visién de los astrocitos y
su funcién en el SN.

La excitabilidad celular de los astrocitos se presenta en forma de un aumento de la concentracién
citoplasmatica de calcio (Cornell-Bell et al., 1990; Charles et al., 1991; Perea & Araque, 2002). Actla
ese incremento a modo de sefial intracelular, desencadenante de diversas respuestas celulares. La
sefializacion por calcio puede presentarse espontdneamente o en respuesta a la liberacién de
neurotransmisores durante la actividad sinaptica (Perea & Araque, 2005).

La sefial de calcio puede propagarse en el interior celular (sefial intracelular) o propagarse entre

diferentes astrocitos (sefial intercelular). Quedd patente la comunicacidn entre astrocitos a través de
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cultivos de los mismos (Innocenti et al., 2000), donde se demostré que el aumento de calcio
originado en una célula podia propagarse a una velocidad relativamente baja a las células vecinas y
generar una “onda de calcio”. Las ondas de calcio creadas representarian una nueva forma de

comunicacioén intercelular a larga distancia en el SN (Schipke & Kettenmann, 2004).

2.1.1.2 Los astrocitos integran y procesan la informacion sindptica

Se admite, desde hace tiempo y sin discusion alguna, que las neuronas son los elementos celulares
responsables del procesamiento de informacion en el SN, debido a su capacidad para integrar de
forma no lineal la informacién procedente de multiples sinapsis (excitadoras e inhibidoras) y
elaborar una Unica respuesta en funcidn de ellas (Kandel et al., 2000). Esta capacidad resulta de dos
propiedades funcionales clave de las neuronas: la primera, su respuesta selectiva ante diferentes
sefiales de entrada; la segunda, propiedades intrinsecas neuronales determinadas por la expresion
de canales ligando y voltaje dependientes y propiedades eléctricas de membrana.

El interrogante que surgia al demostrarse que los astrocitos eran excitables en base a las variaciones
del ion calcio, era el de si dicha modulacién de calcio se producia en respuesta a la actividad de
sinapsis distintas, o si por el contrario los astrocitos simplemente respondian de forma pasiva a la
actividad neuronal. Es decir, se trataba de averiguar si la comunicacidn neurona-astrocito posee las
mismas propiedades complejas de integracién y respuesta no lineal que presenta la comunicacién
entre neuronas. Para dilucidar esta cuestién, en (Perea, Navarrete & Araque, 2009) se proponen
cuatro criterios que los astrocitos deben cumplir para ser considerados procesadores celulares de

informacién sinaptica:

(i) Tener excitabilidad celular

(ii) Responder selectivamente a entradas sindpticas especificas.
(iii) Mostrar relaciones de entrada-salida no lineales

(iv) Tener propiedades celulares intrinsecas.

Se establece que los astrocitos satisfacen estos cuatro criterios en base a las siguientes evidencias:

(i) La excitabilidad celular basada en variaciones de calcio intracelulares ha sido probada en
cultivos, rodajas y en preparaciones in vivo; esta excitabilidad se presenta como oscilaciones
espontaneas intrinsecas (Aguado et al., 2002) en ausencia de actividad neuronal, pero
también puede ser provocada en respuesta a la misma por neurotransmisores liberados
tanto desde terminales sindpticas (Araque et al., 2002) como desde neuronas postsindpticas

(Navarrete & Araque, 2008).
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(ii) Los astrocitos del hipocampo, regién del cerebro relacionada con procesos de aprendizaje y
memoria, responden selectivamente a sinapsis diferentes que usan neurotransmisores
diferentes (Perea & Araque, 2005). Ademas, astrocitos del hipocampo y tdlamo ventrobasal
(Parri et al., 2004) pueden discriminar entre la actividad de distintos caminos sinapticos que
usan glutamato como neurotransmisor, respondiendo selectivamente a caminos neuronales
especificos. Por tanto, los astrocitos muestran respuestas selectivas que discriminan la
actividad de sinapsis especificas.

(iii) Cuando se activan simultaneamente diferentes caminos sinapticos que usan acetilcolina y
glutamato como neurotransmisores, la respuesta de los astrocitos no es la suma lineal
(aditiva) de las respuestas observadas cuando una y otra sinapsis se activan por separado. Si
se activan simultdaneamente a unas frecuencias bastante altas, se observa una depresion de
la sefial de calcio astrocitaria, mientras que a bajas frecuencias de estimulacidn la respuesta
astrocitaria se ve aumentada (Perea & Araque, 2005). Con otras palabras, los astrocitos
actdan como un control de ganancia, de manera que, cuando la actividad de dos sinapsis
distintas es alta, su respuesta es reducida, mientras que cuando la actividad es baja, su
respuesta resulta amplificada. Asi pues, la capacidad de integracidn de la informacién por
los astrocitos se manifiesta como una modulacién no lineal de la sefial de calcio en
respuesta a la actividad simultanea de distintas sinapsis.

(iv) La sefal de calcio es no linealmente modulada por la aplicacidn exdgena simultanea de
diferentes neurotransmisores en ausencia de actividad neuronal. Por lo tanto, los astrocitos
estdn dotados de propiedades celulares intrinsecas que les permiten una respuesta no lineal
a la actividad sindptica. Estas propiedades celulares intrinsecas de los astrocitos
probablemente residen en los eventos de sefializacidn intracelular, asi como las propiedades
intrinsecas de las neuronas son determinadas por propiedades eléctricas de sus

membranas.

Del andlisis histolégico se desprende que un astrocito de hipocampo de rata adulta ocupa un
volumen medio de unos 66.000 um3, y por tanto puede interaccionar con aproximadamente
140.000 sinapsis (Perea & Araque, 2007a). Dicho de otro modo: un solo astrocito puede acometer un
nuimero alto de sinapsis, diferencialmente moduladas segln la extension de la sefial de calcio

intracelular, lo cual permite un sutil grado de comunicacidn entre astrocitos y neuronas.
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2.1.1.3 Los astrocitos modulan la actividad neuronal: Sinapsis Tripartita

Dentro del SNC existe una intima asociacién entre las expansiones celulares de los astrocitos
(procesos astrocitarios) y los elementos neuronales, sobre todo en las sinapsis, mediante las que se
produce la transferencia de informacién entre neuronas.

La sinapsis o comunicaciéon entre neuronas se produce principalmente mediante la liberacion de
neurotransmisores quimicos desde la neurona presindptica, que provocan la activacion de
receptores especificos en la neurona postsinaptica, con la consiguiente generacion de respuestas
eléctricas.

El proceso de neurotransmision descrito representa la principal forma de comunicacién en el SN y
entrafia una adecuada disposicion fisica para la interaccidon funcional entre neuronas y astrocitos.
Estudios llevados a cabo en distintas areas cerebrales demuestran que los neurotransmisores
liberados por las terminales sindpticas pueden activar los receptores presentes en la membrana de
los astrocitos, desencadenando una sefal de calcio astrocitaria. En otras palabras, existe una
comunicacion entre neuronas y astrocitos (Araque et al., 1999; Haydon & Araque, 2002; Kang, 1998;
Pasti et al., 1997; Navarrete & Araque, 2011; Araque et al., 2014; Volterra et al., 2014).

A su vez, el aumento de calcio intracelular en astrocitos puede dar lugar a diferentes respuestas
celulares, entre las que destaca la liberacién de gliotransmisores. Estas moléculas transmisoras,
segregadas por células gliales, pueden modular la excitabilidad neuronal y la transmisién sinaptica
(Volterra and Bezzi, 2002; Araque et al., 1999). De ese modo, los astrocitos no sélo responden a la

actividad neuronal, sino que pueden también enviar sefiales de comunicacion a las neuronas.

Si bien esta ultima idea de que la glia pueda modular la excitabilidad neuronal y la transmision
sindptica ha sido cuestionada por algunos trabajos que fallaron en la deteccién de Ia
neuromodulacion mediada por astrocitos (Fiacco et al., 2007; Petravicz et al., 2008; Agulhon et al.,
2010; Sun et al., 2013; Hamilton y Attwell, 2010; Araque et al., 2014; Volterra et al.,, 2014),
numerosos trabajos como los ya citados en el parrafo anterior (Haydon & Araque, 2002; Kang, 1998;
Pasti et al. 1997; Navarrete & Araque, 2011 ) demuestran la liberaciéon de gliotransmisor y regulacion
neuronal y sindptica en diferentes areas del cerebro (Tabla 1 en Araque et al., 2014) y sugieren que
nuestra comprension de la funcién sindptica, que previamente se pensaba que era exclusiva de las
sefializacion entre las neuronas, debe incluir la sefializacidn bidireccional entre las neuronas y los

astrocitos.

De la existencia de comunicacion bidireccional entre astrocitos y neuronas ha surgido un nuevo
concepto en la fisiologia sinaptica: la sinapsis tripartita (Araque et al., 1999). En razén de la misma, la

sinapsis constaria de tres elementos, los elementos pre y postsindpticos neuronales y los astrocitos
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adyacentes. En la sinapsis tripartita los astrocitos desarrollan funciones activas como elementos

reguladores en la transferencia de informacién en el SN.

DENDRITAS -

N

NEURONA

SINAPSIS TRIPARTITA

ASTROCITO

Figura 2.1 Esquema de la sinapsis tripartita. Ademds del flujo de informacion entre los elementos neuronales
(flecha 1), existe un flujo de informacion bidireccional entre neuronas y astrocitos (flechas 2 y 3). Los astrocitos
responden con elevaciones de Ca * 4 los neurotransmisores liberados durante la actividad sindptica, y a su vez,
controlan la excitabilidad neuronal y la transmision sindptica a través de la liberacion dependiente de Ca # de

gliotransmisores. (Perea & Araque, 2007b)

Investigaciones realizadas en los Ultimos afios avalan el concepto de Sinapsis tripartita. En (Volterra
& Bezzi, 2002) se demuestra que no sélo las neuronas liberan neurotransmisores quimicos, sino que
los astrocitos liberan gliotransmisores (glutamato, ATP, etc.) que pueden influir en la fisiologia
sindptica y neuronal. La mayoria de los gliotransmisores son liberados por exocitosis vesicular
(Martineau et al., 2008) regulada por los niveles de calcio intracelular (Perea & Araque, 2005).

Igual que la comunicacién neurona-astrocito se basa en el control neuronal de la sefial de calcio
astrocitaria, resultaria clave también dicha sefal en los procesos de comunicacidn astrocito-neurona.
A través de la liberacion de gliotransmisores, la seial de calcio participaria en la modulacién de la
excitabilidad neuronal y la transmisién sindptica, influyendo en las en las propiedades eléctricas de
las neuronas (Araque & Perea, 2004). Estudios en cultivos celulares de neuronas y astrocitos y
confirmados mas tarde en rodajas de cerebro de rata, han demostrado que el aumento del Ca**

intracelular en los astrocitos genera, en las neuronas adyacentes, corrientes lentas de entrada (SIC)
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(Shigetomi et al., 2008) debidas a la liberacion del gliotransmisor glutamato por los astrocitos y la
consiguiente activacién de receptores de glutamato en las neuronas. Estas SIC son responsables de
variaciones del potencial de membrana neuronal. Por tanto, los astrocitos pueden modular la

excitabilidad eléctrica de las neuronas.

No sélo la excitabilidad neuronal se halla bajo el control de la actividad de los astrocitos, sino que la
propia transmision sindptica es modulada por gliotransmisores liberados por los mismos. En estudios
realizados sobre cultivos celulares se demostré que el glutamato liberado por los astrocitos podia
modular transitoriamente las corrientes sinapticas. Asi, en experimentos con sinapsis tripartitas
aisladas (Perea & Araque, 2007a) se demostré que las elevaciones de Ca®* de los astrocitos
incrementaban transitoriamente la probabilidad de liberacion de neurotransmisores desde las
terminales presinapticas. En otras palabras, los astrocitos podian regular la eficacia de la
neurotransmisién, con la repercusidn consiguiente en la transferencia de informacion entre

neuronas.

2.1.1.4 Astrocitos y plasticidad sindptica

Con la expresion “plasticidad sindptica” se alude a la capacidad del SN para modificar de manera
temporal o permanente la eficacia de la conexién sindptica entre las neuronas. Se producen
fendmenos de plasticidad sindptica durante la maduracién del sistema nervioso y después de la
misma y se les supone responsables de los procesos celulares de memoria y aprendizaje. La
plasticidad sinaptica trata de simularse en las RR.NN.AA. mediante la modificacién de los pesos de
las conexiones entre las neuronas artificiales.

Investigaciones recientes han puesto de manifiesto que los cambios estructurales en la disposicién
fisica entre astrocitos y sinapsis que ocurren en distintos estados fisiolégicos del animal pueden
regular la neurotransmision en dicha region cerebral, y se sugiere que la capacidad de aprendizaje y
memoria de las sinapsis depende de su relacion espacial con los astrocitos adyacentes (Theodosis et
al., 2008). Ademds de esos cambios plasticos de la neurotransmision basados en cambios
estructurales que regulan pasivamente la plasticidad sindptica, resultados experimentales llevados a
cabo en rodajas de hipocampo de rata revelan que el aumento de calcio en los astrocitos puede dar
lugar a una modulacién persistente de larga duracién de la transmisidn sinaptica. Se daria, pues, una
participacion activa de los astrocitos en la generacion de plasticidad sinaptica (Perez-Gonzalez et al.,
2008, Witcher et al., 2007).

Estos nuevo hallazgos han ampliado la visién tradicional de la potenciacion a largo plazo Hebbiana

(un paradigma de plasticidad sinaptico basado en la actividad coincidente de elementos neuronales
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pre y postsindpticos) para incluir a los astrocitos como nuevas fuentes de sefales celulares

involucradas en la plasticidad sinaptica.

La comunicacion entre neuronas ocurre en milisegundos, mientras que en los astrocitos los procesos
de comunicacion y excitabilidad son mucho mas lentos. Los mecanismos rapidos de transferencia de
informacién tienen indudables ventajas adaptativas en el reino animal, pero cabe pensar que los
procesos lentos moduladores de los astrocitos sean mas adecuados para un ajuste refinado en el
procesamiento complejo de informacidn y en los procesos de plasticidad, es decir, las funciones
superiores del SNC. Un ejemplo ilustrativo es que, para huir de un ledn, es necesaria la rapida
conduccion de informacidn del sistema visual al sistema motor, pero para idear una trampa que nos
permita cazarlo no se requiere rapidez, sino una gran capacidad de modulaciéon de informacion.
Puede que la importancia de la comunicacidén astrocito-neurona resida en este tipo de procesos

(Perea & Araque, 2007b).

Es interesante observar que, del mismo modo que a lo largo de la escala filogenética se multiplica el
numero de neuronas, crece también la proporcidn de células gliales. Asi, la mayor cantidad relativa
de astrocitos se da en el cerebro humano, donde la poblacién de astrocitos decuplica a la de
neuronas, mientras que en roedores esta proporcion es de uno y en los primates de 10. Ademds, se
sabe que aunque el volumen del cerebro humano es un 300% mayor que el de otros primates, el
numero de neuronas es sélo un 25% mayor, lo que implica que la diferencia de volumen es debido
no sélo al incremento del desarrollo neuronal, sino también al aumento del nimero y complejidad
de los astrocitos. Asi, aunque actualmente no existen evidencias que relacionen los procesos
cognitivos con la comunicacién astrocito-neurona, si es cierto que estas Ultimas observaciones

parecen coherentes con esta teoria.
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Figura 2.2 Incremento en la proporcion de astrocitos/neuronas a lo largo de la escala filogenética (Perea &
Araque, 2007b)

2.1.1.5 (Son todas las sinapsis tripartitas?

Se han llevado a cabo experimentos para observar el efecto de la sefial de calcio astrocitaria en
sinapsis del hipocampo, observandose que no todas las sinapsis mostraban modulacién de la eficacia
sindptica después de la estimulacién del astrocito, sino que sélo un subconjunto de las sinapsis
(alrededor de un 40%) experimentaron potenciacién inducida por los astrocitos (Perea & Araque,
2007a). Este hecho indica que la neuromodulacién no resulta de la liberacién indiscriminada de
gliotransmisores, sino que sugiere la existencia de caminos de sefalizacién especificos entre
astrocitos y neuronas, probablemente como una forma de comunicacion punto a punto.

Existen ademds datos que muestran que sélo un subconjunto de sinapsis excitatorias del hipocampo
(de nuevo alrededor de un 40%) estan cubiertas por procesos astrociticos, lo que es consistente con
la hipdtesis de que no todas las sinapsis son tripartitas (Ventura & Harris, 1999). Si fuese asi, seria
interesante saber si las sinapsis tripartitas son unidades funcionales estables o dindmicas, existiendo
observaciones que apoyan la ultima opcién (Haber et al., 2006, Genoud et al., 2006).

En conclusién, los astrocitos son procesadores de informacién sindptica, regulando la transmision y
la plasticidad sindptica. Consecuentemente, estdn involucrados en el procesamiento, transferencia y
almacenamiento de informacion por el SN, y por tanto, ademas de las neuronas, deben ser

considerados como elementos celulares involucrados en la funcidn cerebral.
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2.2 Antecedentes computacionales

2.2.1 Redes NeuroGliales Artificiales

2.2.1.1 DESCRIPCION

Basandose en los ultimos descubrimientos que revelaban la existencia de comunicacidn bidireccional
entre astrocitos y neuronas y que ponian de manifiesto la participacién de los astrocitos en el
procesamiento de la informacién en el SN, en 2004 (Porto, 2004; Porto & Pazos, 2005) se incorporan
a las RR.NN.AA. multicapa clasicas elementos de control que simulan la influencia astrocitica, dando
el nombre de Redes NeuroGliales Artificiales (RR.NG.AA.) al tipo de red resultante. En (Porto, 2004)
se elabordé una metodologia de construccién de estos nuevos SS.CC. multicapa que incluian, por

primera vez, dos tipos de elementos de procesamiento: neuronas y astrocitos artificiales.

Dado que este nuevo tipo de SC no habia sido implementado hasta entonces, se propone en dicha
metodologia un nuevo método de aprendizaje hibrido para su entrenamiento en dos fases. En la
primera fase, no supervisada, la modificaciéon de los pesos se hard siguiendo reglas basadas en el
comportamiento de las redes neurogliales del cerebro modelizadas con el entorno de simulaciéon
NEURON (Hines, 1993) en los trabajos de LeRay y Porto (LeRay et al.,, 2004; Porto, 2004). En la
segunda fase, supervisada, los pesos dptimos se buscardn aplicando AA.GG. a los pesos obtenidos en
la primera fase y teniendo en cuenta como valor de ajuste a la solucién, su error cuadratico medio.
Se trataba inicialmente de comprobar si estos nuevos SS.CC. eran mas eficaces que las RR.NN.AA.
entrenadas solo mediante AA.GG. a la hora de resolver los mismos problemas. Esta metodologia
propuesta, que se describira con mas detalle en el punto siguiente, constituye el punto de partida de

la investigacidn realizada en esta tesis doctoral.

El disefio de las RR.NG.AA. propuesto en la metodologia, estd basado en arquitecturas multicapa
conectadas hacia delante sin conexiones laterales, sin retroalimentacion, totalmente conectadas y
orientadas hacia la resolucidn de problemas de clasificacion y reconocimiento de patrones. Estas
redes contienen un astrocito por neurona, el cual es responsable de monitorizar la actividad de esa
neurona. La Figura 2.3 representa un esquema de una RNGA, donde las neuronas se representan con

circulos y los astrocitos con estrellas.

Resultaba légico comenzar las pruebas de funcionamiento de estos nuevos modelos sobre SS.CC.
sencillos y, ademas, parecié mas adecuado iniciar la orientacién de los ultimos descubrimientos

sobre astrocitos en el procesamiento de informacidn hacia su utilizacién en redes de clasificacion, ya
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que el control de las conexiones para proceder a su refuerzo o debilitacién, observado en el cerebro,
estd relacionado con la adaptacidon o plasticidad de las conexiones, generdndose caminos de
activacién como resultado de dicha adaptacion. Este proceso podria, por tanto, facilitar la

clasificacion de los patrones o su reconocimiento por la RNGA implementada.

Input layer Hidden layer Cutput layer Input |ayer Hidden layer COutput layver

Figura 2.3 Esquema Red NeuroGlial Artificial (RNGA)

2.2.1.2 FUNCIONAMIENTO

La construccién de una RNGA sigue los mismos pasos que se dan para construir un SC, comenzando
con el disefio de la arquitectura y dinamicas de red (funciones de entrada, activacion y salida),
seguido por el entrenamiento, validacion, test y fase de ejecucidn, tal y como se detalla a

continuacion.
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Figura 2.4 Diagrama de flujo del funcionamiento de una RNGA

2.2.1.2.1 Fase de diseifio

Como ya se ha indicado, el disefio considerado hasta el momento para una RNGA estd basado en
arquitecturas multicapa conectadas hacia delante sin conexiones laterales, sin retroalimentacion,

totalmente conectadas y orientadas hacia la resolucién de problemas de clasificacion.
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2.2.1.2.2 Fase de entrenamiento

Se trata de un entrenamiento hibrido en dos fases: una primera fase de aprendizaje no supervisado,
donde un algoritmo neuroglial se utiliza para modificar los pesos de las conexiones tratando de
emular lo que ocurre en el cerebro; y una segunda fase con aprendizaje supervisado que utiliza
AA.GG. para optimizar los pesos de las conexiones que se generan en la primera fase. El diagrama de

flujo del entrenamiento corresponde a los pasos 3-9 de la Figura 2.4 de la pagina anterior.

2.2.1.2.2.1 Fase de aprendizaje no supervisado

La primera fase, tal como muestra el esquema de la Figura 2.4, consiste en un aprendizaje no

supervisado basado en el comportamiento de los astrocitos.

Dado que el AG trabaja sobre un conjunto de individuos, el primer paso es crear este conjunto. Cada
individuo del AG representa los pesos de las conexiones de una RNGA y consiste en tantos valores
como pesos de las conexiones tenga la RNGA, de forma que cada conjunto arbitrario de valores de
todos los pesos constituye un individuo diferente. Cada uno de estos individuos se modifica cada vez
gue un patrén de entrada pasa por la red de acuerdo a la actividad de las neuronas durante el paso
de ese patron. Para cada individuo, cada patrén se presenta a la red durante un nimero dado de
veces o iteraciones. Estas iteraciones representan la lentitud de actuacién de los astrocitos y
constituyen un ciclo de ese patréon. Durante cada iteracién del ciclo, las conexiones son modificadas
por los astrocitos artificiales de acuerdo a ciertas reglas establecidas seglin lo observado en los
trabajos de A. Porto y A. Alvarellos (Porto, 2004; Porto, Pazos & Araque, 2005; Porto et al., 2007;

Alvarellos, 2007), que se basan en la frecuencia de activacién de las neuronas.

El funcionamiento de los astrocitos artificiales es el siguiente: la red se evalla k iteraciones con un
mismo ejemplo de entrenamiento. Si una neurona se ha activado u veces durante las k iteraciones,
la glia lo tendra en cuenta para modificar sus pesos (activarse implica que su salida sea mayor que un
umbral determinado). Las modificaciones genéricas realizadas por los astrocitos artificiales en las
experimentaciones realizadas en (Porto, 2004; Porto, Pazos & Araque, 2005; Porto et al. 2007;

Alvarellos, 2007), consisten en:

= Incrementar en un 25% el peso de las conexiones que salen de las neuronas activadas u

veces durante k iteraciones.

= Disminuir en un 50% el peso de las conexiones que salen de las neuronas no activadas

nunca u veces durante k iteraciones.
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Por ejemplo, si en un problema se aplica una combinacién neuroglial con iteracidn-activacion igual a
6-3, se presentaria el mismo patrén 6 veces a la red y se tendria en cuenta si cada neurona se ha
activado mas o menos de 3 veces. Se incrementaria un 25% el peso de las conexiones que salgan de

las neuronas activadas 3 veces y se reduciria un 50% en caso contrario.

Se considera que si una neurona se activa durante las iteraciones definidas, provoca que el astrocito
artificial que controla dicha neurona se active e influya directamente sobre las conexiones que tiene
esa neurona con sus respectivas neuronas postsinapticas. Del mismo modo, si la actividad de una
neurona no llega a la activacidn requerida, el astrocito artificial no es excitado por esa neurona y se

debilitan las conexiones que salen de dicha neurona.

Esas dos o tres activaciones (u) pretenden representar una gran actividad neuronal (alta frecuencia
de estimulacién) en la realidad cerebral. Se vio que los porcentajes de incremento (a) y decremento
(b) de 25% y 50% proporcionaban resultados satisfactorios tras probar varias combinaciones,
aunque no todas las posibles, porque ello condicionaria una cantidad inabordable de pruebas (Porto,
2004). Los fundamentos bioldgicos justificaron ademas esta eleccidn, ya que si el incremento por
refuerzo es menor que el decremento cuando no hay actividad constante, solamente permaneceran
reforzadas aquellas conexiones de neuronas que presenten una actividad continuada (Haydon &

Araque, 2002).

En los resultados obtenidos en (Porto, 2004) se comprobdé que mas de ocho iteraciones
incrementaban mucho el tiempo de simulacién y que con menos de dos no daba da tiempo a que la
glia actuase, por lo que proponen aplicar las combinaciones iteracién-activacidon que aparecen en la

Tabla 2.1 Combinaciones analizadas de iteracion

Iteraciones Activaciones
4 2
6 2
6 3
8 3

Tabla 2.1 Combinaciones analizadas de iteracion-activacion

Continuando con la primera fase de entrenamiento, una vez que el ciclo del patrén haya terminado,
se calculara el error de esa red para ese patrén dado con el fin de encontrar la diferencia entre la
salida obtenida y la deseada. El error de la red para cada patrén serd almacenado y una vez que

todos los patrones hayan pasado por la red, se calculara el error cuadratico medio (ECM) para ese
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individuo. El proceso serd el mismo para todos los individuos. Esta fase constituye un entrenamiento
no supervisado, porque las modificaciones de los pesos de las conexiones no consideran el error de
la salida, sino que tienen lugar en el tiempo de acuerdo a la frecuencia de activacién de cada
neurona, simulando los refuerzos e inhibiciones que son probablemente provocados por los

astrocitos en el cerebro.

A modo de resumen, considerar que se parte de un individuo generado aleatoriamente, que
contiene los pesos de las conexiones de la red. Se introduce un patrdn y se calculan en cada neurona
de la primera capa, el valor neto y el valor de activacion. A continuacion, se hace lo mismo para cada
neurona de cada capa hasta obtener la salida. Los astrocitos artificiales contabilizan el nimero de
activaciones de cada neurona. En este proceso actla solamente la glia artificial, que es la Unica que
va modificando los pesos de las conexiones. Estas modificaciones son temporales, pues al introducir
el siguiente patrén el individuo es el mismo que al comienzo, no han perdurado los cambios
realizados en las conexiones. Una vez terminado el ciclo de presentacion a la red del mismo patrén
(ej. si la combinacion iteracidén-activacién aplicada es 6-3, habria que procesarlo seis iteraciones) se
obtiene la salida. Se calcula la diferencia entre salida deseada y obtenida, esto es, el error para el
individuo 1 con el patréon 1. Se hace lo mismo con todos los patrones de los que se dispone, para
finalmente calcular el ECM del individuo 1. Después se repite el proceso con todos los individuos
hasta que se disponga de un array con todos los individuos con su ECM asociado y ordenados en
base a este valor. Este array, de tantas posiciones como individuos, es el que usara el AG para
realizar mutaciones y cruces. Hasta aqui llegaria la fase del Aprendizaje No Supervisado, pues para
modificar los pesos no se estd teniendo en cuenta el error de la salida, sino las activaciones de las

neuronas controladas por los astrocitos artificiales.

2.2.1.2.2.2 Fase de aprendizaje supervisado

La segunda fase del entrenamiento es un entrenamiento supervisado. Consiste en aplicar AA.GG. a
los individuos ordenandolos de acuerdo a su ECM, el cual fue almacenado durante la primera fase de
entrenamiento. El AG en esta segunda fase emplea los correspondientes operadores genéticos
(cruces y mutaciones) y selecciona los nuevos individuos, con los cuales la primera y segunda fases
seran repetidas hasta que se alcance el minimo ECM posible o se ejecuten un nimero de
generaciones concreto, previamente determinado. La segunda fase se considera entrenamiento
supervisado porque el AG tiene en cuenta el error cometido por la red para seleccionar los
individuos que seran cruzados y mutados; es decir, hace los cambios en los pesos de acuerdo a ese

error.
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2.2.1.2.3 Fase de validacion

El proceso de validacion se realiza de forma conjunta al entrenamiento, con un conjunto de patrones
distinto al de entrenamiento y test, con el fin de controlar que la red se estad entrenando de forma

satisfactoria.

El proceso de parada temprana se emplea para detener el entrenamiento en el momento éptimo,
obteniendo la configuracion mas adecuada de una red y evitando asi el sobreentrenamiento. Al
disponer para un mismo problema de tres conjuntos diferentes de patrones (entrenamiento,
validacién y test), se va validando la red a utilizar, usando para ello el conjunto de validacién de
forma simultanea al conjunto de entrenamiento, y guardando las configuraciones intermedias de la
red para aquellos valores que hagan minimo el error de validacién. Después de finalizado el
entrenamiento-validacion, se dispondrda de la configuracion de la red con minimo error de
validacién. Esta red se probard con el conjunto de test para comprobar si realmente funciona

correctamente.
2.2.1.2.4 Fases de testy ejecucion

El entrenamiento de la RNGA proporciona individuos cuyos pesos permiten obtener el menor error
posible en la salida. Durante la fase de test se usaran estos individuos para comprobar si la salida
obtenida por el modelo es correcta; es decir, si la capacidad de generalizacién de la RNGA es
correcta con patrones de entrada distintos de aquellos usados durante la fase de entrenamiento y

validacion.

A diferencia de lo que ocurre con otros modelos de redes, con las RR.NG.AA. en la fase de test y en
el curso de todas las ejecuciones subsiguientes los astrocitos artificiales contindan actuando de la
misma manera que durante la fase de entrenamiento no supervisada. Los astrocitos incorporados
seran, por tanto, parte del modelo en todas sus etapas y participaran directamente en el procesado
de informacion. Los patrones de entrada seran presentados a la red durante las iteraciones
determinadas en la fase de entrenamiento, para permitir la actuacion de los astrocitos y su

influencia sobre las conexiones neuronales.
2.2.2 Justificacion

El método de entrenamiento de las RR.NG.AA. que se ha descrito es el utilizado hasta el momento
por A. Porto (Porto, Pazos & Araque, 2005; Porto et al., 2007). Este método surge en respuesta a las

dos siguientes observaciones: por un lado se sabe que el algoritmo BP (Rumelhart et al., 1986) y
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otros métodos de gradiente presentan dificultades para entrenar RR.NN.AA. con elementos de
procesamiento diferentes, o mas complejos, que los usados tradicionalmente (Dorado, 1999; Dorado
et al., 2000; Pazos et al., 1999). Por otra parte, los AA.GG. han sido utilizados ya en diversos trabajos
para entrenar RR.NN.AA. con elementos de procesamiento modificados (Dorado, 1999; Porto, 2004;
Rabufial et al., 2004). Aunque es menos probable que estos algoritmos caigan en minimos locales
gue los métodos de gradiente son, sin embargo, bastante ineficientes en el ajuste local a la soluciéon
(Yao, 1999). Diversos autores han propuesto aprovechar la eficacia de la CE y paliar su defecto
incorporando al proceso de entrenamiento un método de busqueda local para conseguir un buen
ajuste. Por ejemplo, la aproximacion hibrida AA.GG./Retropropagacion (Lee & Jang, 1996) emplea
los AA.GG. para encontrar un conjunto inicial de pesos dptimos para las conexiones, utilizando
después Retropropagacion para realizar una busqueda local desde estos pesos iniciales. El
entrenamiento hibrido ha sido empleado exitosamente en muchas areas de aplicacion (Kinnebrock,

1994; Taha & Hanna, 1995; Yan et al., 1997; Zhang, Sankai & Ohta, 1995).

En (Porto et al., 2007) se compararon los resultados obtenidos en la resolucion de dos problemas
simples de clasificacién (MUX vy clasificacion de Flor de Iris) utilizando RR.NG.AA. entrenadas con el
aprendizaje hibrido, frente a los resultados obtenidos por las correspondientes RR.NN.AA.
entrenadas Unicamente mediante AA.GG. Las arquitecturas de red y parametros del AG utilizados en
estas pruebas eran los mismos que los empleados en (Rabufial, 1998) y con los que se habian

obtenido resultados dptimos para estos problemas.

Los test fueron llevados a cabo manteniendo para ambos tipos de red las mismas arquitecturas, las
mismas poblaciones iniciales de individuos (tres poblaciones), la misma semilla de generacién
aleatoria (con la cual se origina la seleccién de individuos para el cruce y la mutacién), y los mismos
pardmetros del AG. De esta forma, se garantizaba la validez de la comparacién entre ambos tipos de
redes. Se establecia para cada problema un nimero de generaciones maximo, comun también para
RR.NN.AA. y RR.NG.AA,, teniendo en cuenta que una generacién comprende todos los cruces y

mutaciones establecidos para los individuos de una poblacién.

El problema del MUX se resolvié utilizando dos arquitecturas, una de tres y otra de cinco capas,
fijando el nimero de generaciones maximas en el entrenamiento a 4000. Para la arquitectura de tres
capas, los resultados obtenidos en el test por las RR.NG.AA. fueron mejores para las tres poblaciones
iniciales utilizadas que los obtenidos por las RR.NN.AA. En el caso de la arquitectura de cinco capas,
los resultados de las RR.NG.AA. mejoraban todavia mas a los obtenidos por las RR.NN.AA. en todas
las poblaciones, lo que podria sugerir que el aprendizaje hibrido es mas efectivo en aquellas redes

con una arquitectura mas compleja.
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El problema de Flor de Iris (Fisher, 1936) mas complejo que el anterior, se planted para comprobar el
funcionamiento de las RR.NG.AA. al tratar con tareas de clasificacion multiple. Los resultados
obtenidos por las RR.NG.AA. fueron de nuevo mejores que los alcanzados por las RR.NN.AA,,

alcanzando un menor ECM en menos generaciones.

Estos mejores resultados obtenidos mediante el entrenamiento hibrido de las RR.NG.AA,, se
atribuyen a que los individuos, una vez evaluados, se presentan al AG (segunda fase del
entrenamiento, supervisado) ordenados segun el ECM de cada uno de ellos. Los cambios que se
producen en los pesos durante la primera fase de entrenamiento no supervisado, hacen que los
individuos a presentar por primera vez al AG estén ordenados de forma diferente que si no existiese
la primera fase, lo que significa que el ECM de cada individuo varia con respecto al que dicho

individuo tendria de no usar este método.

Los resultados obtenidos mostraban, ademas, que utilizando el método hibrido de entrenamiento el
numero de generaciones necesarias para llegar a un valor cero del error era en muchos casos menor
que si se utilizaba el entrenamiento Unicamente mediante AA.GG. (supervisado). El que sean menos
generaciones conlleva la realizacién de menos evaluaciones, ya que después de realizar las
mutaciones y cruces correspondientes a una generacién se evallan de nuevo todos los individuos
resultantes para calcular su ECM. Dado que la evaluacién de cada individuo se corresponde con la
tarea que consume mas tiempo dentro del proceso de entrenamiento o aprendizaje, se consigue de

esta forma beneficiar en gran medida dicho proceso, disminuyendo el cdmputo global necesario.

Teniendo en cuenta lo mencionado mas arriba, los resultados obtenidos por el método hibrido que
se utilizard en esta tesis han demostrado ser eficientes (Porto et al., 2007) debido a que los AA.GG.
son eficaces en busquedas globales (Whitley, 1995; Yao, 1999) y su uso ha permitido incorporar
facilmente los astrocitos artificiales que facilitan un buen ajuste local en la busqueda de la solucidn.
La diferencia fundamental con respecto a otros métodos hibridos (Erkmen & Ozdogan, 1997; Lee &
Jang, 1996; Yan et al., 1997; Zhang, Sankai & Ohta, 1995) reside en que no se utiliza el AG para la
busqueda de los pesos iniciales de las conexiones, sino que la técnica de busqueda local empleada se

realiza en base al comportamiento biolégico observado en los astrocitos.
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3. SOLUCION PROPUESTA

En este capitulo, se propone la solucidon que ha permitido validar la hipdtesis planteada en esta tesis

doctoral y se describen los pasos llevados a cabo para alcanzar cada uno de los objetivos planteados.

3.1 Descripcion de la solucion

Para abordar el andlisis de la influencia de los astrocitos en las RR.NN.AA., se decidié partir de su
aplicacion en arquitecturas de red multicapa simples de una Unica capa oculta. Una vez probada esta
influencia en redes simples, y dado que en los seres vivos la proporcidn de glia es mayor en las zonas
complejas del cerebro en las cuales tienen lugar procesos cognitivos de alto nivel - ademas del hecho
de que cuanto mas complejo es un ser vivo en la escala evolutiva, mas glia posee en su SN - continué
analizandose el comportamiento de las RR.NG.AA. en redes de mayor complejidad (arquitecturas
multicapa con mas de una capa oculta). En ambos tipos de redes se estudid la influencia ejercida por
los astrocitos tanto cuando potencian como cuando deprimen las conexiones salientes de las
neuronas que monitorizan en las capas de entrada y ocultas de la RNGA, aplicando para ello
diferentes algoritmos neurogliales. Con el objetivo de demostrar que la diferencia en los resultados
alcanzados por las RR.NG.AA. respecto a las RR.NN.AA. no es debida a la incorporaciéon de mayor
numero de neuronas artificiales, sino a las propiedades intrinsecas de los astrocitos artificiales
incorporados, para cada problema se compararon RR.NN.AA. con distintas arquitecturas

conteniendo tantas neuronas adicionales como astrocitos tenia su correspondiente RNGA.

Finalmente y dadas las evidencias bioldgicas (presentadas en el apartado 2.1 Antecedentes

Bioldgicos) de la existencia de comunicacidon entre astrocitos y de estos con las neuronas, se ha
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ideado dentro de este trabajo de investigacidon una metodologia de disefio de redes astrociticas que
contempla, ademas de la comunicacion de la sefial astrocitica a otras neuronas, la comunicacion de

la sefial entre los propios astrocitos.

A continuacion, se detalla cada uno de los pasos seguidos en esta solucién.
3.1.1 Accioén astrocitica: potenciacion vs. depresion

En el apartado 2.1 Antecedentes bioldgicos se ha explicado que en el cerebro se ha observado que
los astrocitos en determinadas ocasiones pueden potenciar (reforzar) las sinapsis y, en otras,
deprimirlas (debilitarlas). En esta tesis doctoral, se han tratado de simular estos dos
comportamientos distintos de los astrocitos artificiales: el primero, haciendo que los astrocitos
potencien las conexiones que salen de las neuronas que monitorizan, incrementando el peso de
dichas conexiones; el segundo, haciendo que los astrocitos depriman estas conexiones,
decrementando su peso. A continuacidn, se exponen los algoritmos que se han creado para tratar de

modelizar en detalle cada uno de estos comportamientos.

3.1.1.1 POTENCIACION DE LAS CONEXIONES

Se sabe que, en el SNC de los vertebrados, el aprendizaje estd asociado con el refuerzo de la eficacia
sindptica (Bliss & Collingridge, 1993; Steven & Donald, 2005). Este refuerzo de la eficacia es lo que se
conoce como potenciacion sindptica. Cuando existe una actividad apropiada que dura segundos, o
incluso menos, puede causarse un reforzamiento sinaptico que puede durar horas, dias o aun mas
tiempo. Esta potenciacion es candidata importante a estar implicada en el mecanismo de
aprendizaje rapido en mamiferos. Existen evidencias de que el glutamato astrocitico potencia la
fuerza sinaptica en diferentes sinapsis a través de distintos mecanismos. Asi, la activacion de
receptores presindpticos de glutamato (mGIuRs) por el glutamato astrocitico incrementa la
frecuencia de corrientes postsinaticas excitatorias evocadas y espontdneas EPSCs (Fiacco &
McCarthy, 2004; Perea & Araque, 2007a), potenciando la probabilidad de liberacion de

neurotransmisores.

Como se ha indicado en el apartado 2.2 Antecedentes computacionales, la potenciacion de las

|ll

conexiones por parte de los astrocitos artificiales consiste en provocar un refuerzo en el “peso” de
esa conexion, simulando un aumento de actividad sindptica excitatoria entre las neuronas. Dado que
se desconoce el modo exacto de comportamiento de los astrocitos bioldgicos a la hora de potenciar

las conexiones, para tratar de reproducir su comportamiento por parte de los astrocitos artificiales,
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se ha creado un algoritmo de potenciacion al que se ha denominado “Glia Atenuacion”, el cual

modifica los pesos de las conexiones neuronales tal y como se describe a continuacién.

Algoritmo Glia Atenuacion

Segln lo ya expuesto en el apartado 2.2, el comportamiento de un astrocito estd determinado por
los pardmetros k € N\ {0}, u € [1,k] y a,b € [0, 1]. Cada patrén de entrada que es usado para
entrenamiento, validacidn o test de la red artificial se procesa k veces (iteraciones). Esto se hace
para tratar de reproducir el retraso en el funcionamiento del sistema glial biolégico (un orden de
magnitud de segundos) respecto al funcionamiento neuronal (un orden de magnitud de
milisegundos). El astrocito registra la actividad de la neurona durante las k iteraciones, aplicando
una funcién u : R — Z sobre la salida de la neurona yj(t), donde u indica si la neurona se activé o
no: u(x) =1 ono u(x) = —1 respectivamente

-1, x <0,
uly) = { 1, x > 0.

Por tanto, el astrocito lleva un registro de la actividad de la neurona en una ventana temporal de k
instantes de tiempo (una iteracidon dura un instante de tiempo). Observando esta actividad, el
astrocito modificara el peso de las conexiones salientes de su neurona asociada cuando el contador
de la actividad de la neurona alcance el valor u. En este algoritmo glial, no existe un limite en el

incremento de los pesos de las conexiones.

La férmula de modificacidn de pesos de las conexiones salientes de la neurona j, denotados como

w; es la siguiente:
w;(t + At) = w;i(t) + Aw; (),
donde
Aw; (1) = |lw;(D)z(0),
Yz : N\ {0} > R es una funcién definida como
a n®=n

1, en otro caso
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Siendo 77 : N\ {0} = [—p, u] la funcién que devuelve el nimero de veces que se activé una
neurona. Si la neurona se activé u veces, los pesos de las conexiones se incrementaran en un
porcentaje a, mientras que si la neurona permanece inactiva durante u iteraciones, los pesos se

decrementaran en un porcentaje b.

u(y©)+5E-1, >0 nl-1e-ww,
r(t) = -1, t>0, n-1€{-pu}
u (yj (t)) , en otro caso

Cuando la neurona alcance el nivel de actividad {—, u} que hace que el astrocito modifique el peso
de las conexiones salientes de la neurona que monitoriza, el contador de actividad no se reseteara a
cero, sino que conservard su valor. Este comportamiento tiene una consecuencia notable en Ia
modificacién de los pesos de las conexiones: cuando en una iteracién dada se alcanza el punto en el
cual un astrocito modifica el peso de las conexiones y la neurona se activa de nuevo en la siguiente
iteracién, el astrocito incrementara de nuevo el peso de las conexiones salientes de la neurona. El
comportamiento cuando la neurona permanece inactiva es similar, salvo que en lugar de
incrementarse, se reducira el peso de la conexion. Este comportamiento implica un refuerzo extra
en aquellas neuronas que mas se activan, lo que hace que el efecto astrocitico dure mas y vaya
desapareciendo gradualmente a lo largo del tiempo. En las figuras siguientes, se muestra el

pseudocddigo y diagrama de flujo de los algoritmos neurogliales.

para cada individuo

{
para cada patrdn

{

Calcular ECM
individuo

para cada iteracidn
{
procesar patrdédn
evaluar patrén con la red
modificaciones astrociticas:
incremento/decremento

Calcular .
conexiones

Error patrén

Evaluar neurona
accion astrocitica:
Incremento/decremento
pesos conexiones

Figura 3.1 Diagrama de flujo y pseudocédigo de los algoritmos neurogliales
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En las simulaciones de RR.NG.AA. realizadas en esta tesis, el porcentaje a de incremento aplicado
fue del 25% y el porcentaje b de decremento fue del 50%. Esos porcentajes fueron elegidos en base
a que: 1) proporcionaron resultados satisfactorios en las pruebas iniciales y 2) son coherentes con lo
observado en la experimentacion bioldgica, dado que siendo el incremento mayor que el
decremento, sélo las conexiones neuronales con actividad relativamente alta permaneceran

reforzadas (Perea & Araque, 2007a).

La Figura 3.2 Estructura y funcionamiento de una neurona artificial representa la estructura de una

neurona artificial y su funcionamiento:

Xy

Xn

wi(t) |-« | wal(t)

Figura 3.2 Estructura y funcionamiento de una neurona artificial

La Figura 3.3 esquematiza la sinapsis tripartita y el funcionamiento del astrocito artificial. Se
representa la sinapsis tripartita bioldgica (B) y su traduccién a la artificial (A y C). En C se observa
como el astrocito artificial actua sobre las sinapsis de la neurona que monitoriza. Asi, las k salidas de
la neurona (k presentaciones de un mismo patrén o niumero de iteraciones) son controladas por el
astrocito artificial: si durante esas k iteraciones el valor del contador de activaciones de la neurona
alcanza los valores p / —p, el astrocito incrementara o disminuird los pesos de las conexiones
salientes de la neurona en un porcentaje a o b respectivamente, reforzando o debilitando la

“sinapsis”.
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» Gliotransmitter

« Neurctransmitter

Meuron

X1
Yj(t)
Xn al

! [ 0[] w0 ]

45 15
yi(ts) wqltbAt) | aae | wglthab
g; 1:1 i | ‘+ | * ‘
= : Z I
I ST ™ ] ]

1
ualb)

Figura 3.3 Sinapsis tripartita — estructura y funcionamiento astrocito artificial

3.1.1.2 DEPRESION DE LAS CONEXIONES

La depresidn sindptica consiste en la disminucion de la amplitud de los potenciales postsindpticos en
respuesta a impulsos presinapticos sucesivos, y se produce como resultado de cambios en la
cantidad de neurotransmisor liberado por cada impulso presindptico. Se cree que, ademads de
participar en la potenciacion sindptica, los astrocitos bioldgicos pueden participan en la depresion

sindptica. Asi, se ha observado que el glutamato liberado por los astrocitos puede también causar
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depresidn sindaptica; por ejemplo, al activar receptores de glutamato del grupo II/1ll de terminales

inhibitorios del hipocampo (Liu et al., 2004).

Para tratar de simular este comportamiento de los astrocitos bioldgicos, se han disefiado dos

algoritmos de depresidn glial, los cuales se describen a continuacién.

Algoritmo depresion I:

El funcionamiento es similar al de Glia Atenuacidn, salvo que en este caso se reducira en un
porcentaje b el peso de las conexiones salientes de la neurona j sélo cuando el contador de
activaciones alcance el umbral g, no realizdndose ninguna otra accién en cualquier otro caso.
Respecto a las funciones matematicas que describen el algoritmo de potenciacién, el Unico cambio

se produce en la funcién z, de tal forma que:
Aw; (t) = lwi(D)|z(2),

Donde z : N\ {0} - R es una funcién definida como

z(t) = {_b' 5 =n
1, en otro caso

siendo 7 : N'\ {0} = [—p, p] la funcién que devuelve el nimero de veces que se activé una
neurona. Si la neurona se activé u veces, los pesos de las conexiones se reduciran en un porcentaje

b, no realizdndose ninguna otra accién en caso contrario.

Este comportamiento implica que las conexiones de las neuronas que mds se activen, serdn las que

mas se debiliten.

Algoritmo depresion IlI:

El funcionamiento de este algoritmo es igual al del Algoritmo | de depresién que se acaba de
describir, excepto que cuando el contador de activaciones de la neurona j alcance el umbral p, el
astrocito ademas de reducir el peso de las conexiones salientes de esa neurona en un porcentaje b,
incrementard en un porcentaje a las conexiones salientes de resto de neuronas de la misma capa
que la neurona j. En caso de que no se active el astrocito las veces indicadas, no se modifica el valor

de los pesos de las conexiones salientes de ninguna neurona.

Matemdticamente, siendo la neurona j la observada, w; los pesos de las conexiones salientes de la

neurona j y wy, los pesos de las conexiones salientes del resto de neuronas de la misma capa:
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Aw;(t) = |w;(D)]2(2),
Awy, (t) = [wp, (D) [s(t)

Donde z : N \ {0} — R es una funcién definida como:

z(t) = {_b’ 5=
1, en otro caso

Y s : N\ {0} - R es una funcién definida como:

a, 1) =n
s(t) =
1, en otro caso
En caso de que no se active el astrocito las veces indicadas, no se modifica el valor de los pesos de

ninguna neurona.

Los resultados presentados en esta tesis son los obtenidos aplicando el Algoritmo | de depresidn.
Dado que, como se vera posteriormente en el apartado 4.2, los resultados conseguidos aplicando
este algoritmo han mejorado en varios problemas incluso a los logrados aplicando potenciacién, en
futuros desarrollos se probaran otros algoritmos o incluso se combinaran varios en un mismo
entrenamiento, ya sea aleatoriamente, o eligiendo mediante técnicas de computacion evolutiva el

mejor algoritmo a aplicar en cada momento.

3.1.2 Andlisis de la influencia de los astrocitos artificiales en el

rendimiento de las RR.NG.AA.

Para realizar este analisis se ha comparado la eficacia de RR.NG.AA. respecto a RR.NN.AA. de las
mismas caracteristicas pero entrenadas Unicamente con AA.GG., considerando redes multicapa
conectadas hacia delante, sin conexiones laterales, sin retroalimentacién y totalmente conectadas.
Como ya se ha indicado, las RR.NG.AA. disefiadas para este andlisis contienen un astrocito por
neurona, de forma que cada astrocito responde Unicamente a la actividad de la neurona asociada y
modula las conexiones que salen de esa neurona hacia su capa adyacente.

Se han analizado los resultados obtenidos por las RR.NG.AA. y las RR.NN.AA. a la hora de resolver
cuatro problemas de clasificacidon de distinta complejidad, definida por el nimero de variables de
entrada y los parametros de salida: Flor de Iris, Enfermedades Coronarias, Cdncer de Mama y Sefiales
de la lonosfera. Los datos de estos cuatro problemas han sido tomados del University of California

Irvine Machine Learning Repository (UCI) (Lichman, 2013). Esta es una coleccién de bases de datos
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disponible en Internet, de acceso publico, pensadas para ser usadas por la comunidad de
investigadores en técnicas de aprendizaje maquina para el andlisis empirico de los algoritmos que
utilizan. Los atributos de los problemas fueron normalizados entre 0 y 1. Ademas, los datos de cada
problema fueron divididos de forma que un 50% fueron destinados al conjunto de entrenamiento y

el 50% restante al conjunto de test.

A continuacion, se describe cada uno de los cuatro problemas tratados.

3.1.2.1 PROBLEMAS ANALIZADOS

> Flor de Iris

Este problema consiste en la clasificacion de la especie de la flor en sus tres posibles variantes: Iris
Setosa, Iris Versicolor e lIris Virginica. Para ello, se cuenta con cuatro pardmetros de naturaleza
continua en los que se han recogido medidas en milimetros de cuatro caracteristicas de las flores:
longitud y anchura de pétalos y sépalos. Las medidas recogidas corresponden a 150 flores de las tres
especies distintas de iris, 50 de cada tipo. Por lo tanto, se cuenta con 150 casos con cuatro
caracteristicas cada uno. Las entradas de cada ejemplo son los cuatro pardmetros necesarios para la
clasificacién de las flores (en milimetros) y las salidas son tres y booleanas, representando cada una
de las especies del género. Usando tres salidas booleanas y no una multiple se consiguen identificar
las clasificaciones erréneas, ya que sélo una salida puede estar activada a la vez, por lo que si se
activan dos o tres, se sabra que el sistema ha hecho una mala clasificacién. Los valores de las cuatro

variables que constituiran las entradas se han normalizado al intervalo [0,1].

> Enfermedades Coronarias

En este problema el objetivo es detectar la presencia o no de una enfermedad coronaria. Estos datos
corresponden a medidas tomadas a 303 pacientes del centro médico V.A. de Cleveland. En este caso

se tienen 13 entradas, y su descripcidn es la siguiente:
(X1) Age: years
(X2) Sex: 1 = male; 2 = female
(X3) Cp: chest pain type
1: typical angina
2: atypical angina

3: non-anginal pain
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4: asymptomatic
(X4) Trestbps: resting blood pressure (in mm Hg on admission to the hospital)
(X5) Chol: serum cholestoral in mg/dl
(X6) Fbs: (fasting blood sugar > 120 mg/dl) (1 = true; 0 = false)
(X7) Restecg: resting electrocardiographic results
0: normal

1: having ST-T wave abnormality (T wave inversions and/or ST elevation or
depression of >0.05 mV)

2: showing probable or definite left ventricular hypertrophy by Estes’ criteria
(X8) Thalach: maximum heart rate achieved
(X9) Exang: exercise induced angina (1 = yes; 0 = no)
(X10) Oldpeak = ST depression induced by exercise relative to rest
(X11) Slope: the slope of the peak exercise ST segment
1: upsloping
2: flat
3: downsloping
(X12) Ca: number of major vessels (0-3) colored by flourosopy

(X13) Thal: 3 = normal; 6 = fixed defect; 7 = reversable defect

» Cdncer de Mama

Este problema consiste en detectar en pacientes la presencia o no de Cancer de Mama. Para ello se
cuenta con una base de datos tomada del UCI con 699 datos, donde 458 son benignos (65.5%) y 241
malignos (34.5%). Cada dato se caracteriza por 9 atributos que pueden tomar valores entre 1y 10,
aunque se han normalizado entre 0y 1. Los atributos son los siguientes:

(X1) Clump thickness

(X2) Uniformity of cell size

(X3) Uniformity of cell shape

(X4) Marginal adhesion
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(X5) Single epithelial cell size
(X6) Bare nuclei

(X7) Bland chromatin

(X8) Normal nucleoli

(X9) Mitoses

> Seiales de lonosfera

Este problema consiste en clasificar mediciones de radar de la capa de la ionosfera. Estos datos de
radar fueron tomados por un sistema en Goose Bay, Labrador, Canada. El sistema consiste en un
conjunto de 16 antenas de alta frecuencia con un poder de transmisidn total del orden de 6.4
kilowatios. Los objetivos fueron los electrones libres en la ionosfera. Las mediciones “buenas” son
aquellas que muestran evidencia de algin tipo de estructura en la ionosfera. Por su parte, las
“malas” son aquellas que no muestran tal evidencia; es decir, las sefiales pasan a través de la
ionosfera. A partir de 34 atributos, se quiere predecir la presencia o no de este tipo de estructuras.

En este caso se cuenta con 351 patrones.

Para cada problema analizado y para cada arquitectura, se han realizado 500 test distintos. Estos
test corresponden a los realizados una vez que la RNA/RNGA fue entrenada con 10 conjuntos
disjuntos de patrones de entrada usando 5 iteraciones del método de validacidon cruzada 5x2cv
(Dietterich, 1998), y usando adicionalmente 10 poblaciones iniciales distintas de individuos (cada
individuo esta compuesto por los valores de pesos de todas las conexiones de la red). Esto da lugar a
100 test en el caso de las RR.NN.AA. y 400 en el caso de las RR.NG.AA,, ya que en estas ultimas se
han analizado los resultados obtenidos con las RR.NG.AA. resultado de cuatro posibles

combinaciones de iteracién-activacion (4-2, 6-2, 6-3, y 8-3).

Las condiciones de las simulaciones realizadas se indican a continuacidon. También se explican los
parametros cuantificados para la comparaciéon y analisis de los resultados obtenidos por RR.NN.AA. y

RR.NG.AA.
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3.1.2.2 CONDICIONES DE LAS SIMULACIONES Y PARAMETROS CUANTIFICADOS

Para cada problema y arquitectura, se han utilizado en el AG de entrenamiento diez poblaciones
iniciales de individuos (las mismas para la RNA y la RNGA), para garantizar la independencia de los
resultados respecto a los pesos iniciales. Los tamafios de las poblaciones fueron de 150 individuos,
excepto para el problema de Flor de Iris, donde el tamafo fue de 100 individuos al tener un menor
numero de datos que el resto de problemas.

Los parametros utilizados por el AG en el entrenamiento de las RR.NN.AA. y en la fase de
entrenamiento supervisado de las RR.NG.AA. fueron los siguientes: el método de Montecarlo para la
seleccion de individuos; el método de substitucién Darwiniano; cruce de un solo punto; tasa de
cruce de un 90% y tasa de mutacién de un 10%. Estos parametros fueron elegidos por su simplicidad

y para establecer las mismas condiciones de comparacion entre RR.NN.AA. y RR.NG.AA.

Para el analisis estadistico de los resultados, se aplicé el test de Wilcoxon (Wilcoxon, 1945) del que

se hablard mas adelante en este capitulo.

Las simulaciones de las RR.NN.AA. y RR.NG.AA. fueron realizadas en los supercomputadores
FINISTERRAE y SVG del CESGA (CESGA, 2011). Los detalles de implementacién y las simulaciones

realizadas se veran en el capitulo siguiente.

Para el analisis y comparacién de los resultados obtenidos en las simulaciones realizadas con

RR.NN.AA. y RR.NG.AA., se han cuantificado los siguientes pardmetros:

1) Evolucidn del porcentaje de acierto en entrenamiento y test: la precisién alcanzada por un caso
representativo y por la media los cien casos (10 conjuntos de patrones x 10 poblaciones iniciales de

individuos) a lo largo del periodo de entrenamiento.

2) Porcentaje de acierto medio en entrenamiento vy test: las precisiones alcanzadas después de un
periodo de entrenamiento que fue previamente establecido para cada problema y arquitectura. Este
periodo de entrenamiento o "tiempo de parada" fue el mismo para las RR.NN.AA. y las RR.NG.AA. y
es el correspondiente al del entrenamiento durante 5000 generaciones de una RNGA con 4

iteraciones y 2 activaciones.

En la Tabla 3.1, se muestra el tiempo de parada en minutos durante la fase de entrenamiento para

cada problemay arquitectura:
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1 capa oculta |2 capas ocultas |3 capas ocultas
Enfermedad Corazon 42 60 90
Flor Iris 7 16 26
Cancer Mama 180 210 360
Sefiales lonosfera 210 240 360

Tabla 3.1 Tiempo de parada (en minutos) fase entrenamiento

3) Tiempos entrenamiento y test: el tiempo medio en el cual se alcanza el 95% del porcentaje de

acierto en el tiempo fijado para cada problema y arquitectura.

Para cada uno de los problemas analizados, se han utilizado unas determinadas arquitecturas de red,
las mismas para las RR.NN.AA. y las RR.NG.AA,, las cuales se mostrardn en el siguiente subapartado.
En todas las redes utilizadas, la funcién de activacion aplicada en todas las capas ha sido la
hiperbdlica tangente, a excepcion de en la capa de salida donde se ha utilizado la funcién umbral
(0.5). A continuacién, se describen las arquitecturas de red utilizadas, las cuales se han elegido
considerando trabajos previos del grupo RNASA/IMEDIR (Rabufial, 1998; Rabufial et al., 2004; Rivero,
2007).

3.1.2.3 ARQUITECTURAS DE RED UNA CAPA OCULTA

En la Tabla 3.2 se muestra para cada problema las arquitecturas de las RR.NN.AA. y RR.NG.AA. con

una sola capa oculta utilizadas en la experimentacién.

capa de entrada | capa oculta |capa salida
Enfermedad Corazon 13 4 1
Flor Iris 4 5 3
Cancer Mama 9 7 1
Sefales lonosfera 34 9 1

Tabla 3.2 Arquitecturas de red con una capa oculta

3.1.2.4 ARQUITECTURAS DE COMPLEJIDAD CRECIENTE: REDES DE DOS O MAS CAPAS
OCULTAS.

Tal y como se comentd en el apartado 2.1.1.4 Astrocitos y plasticidad sindptica del capitulo

Antecedentes, se sabe que en el cerebro la proporcién relativa de glia respecto a las neuronas
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aumenta en los seres mas evolucionados, de forma que la mayor cantidad relativa de astrocitos se
da en el cerebro humano, donde la poblacién de astrocitos decuplica a la de neuronas, mientras que
en roedores esta proporcidn es de uno y en los primates de 10. También es conocido que dentro del
cerebro hay una mayor proporcién de glia en zonas de mayor complejidad. Por todo esto se queria
comprobar si la potencialidad de los astrocitos artificiales es distinta en SS.CC. con arquitecturas de
diferente complejidad. Para ello, se llevd a cabo un andlisis de la influencia de los astrocitos
artificiales a medida que se incrementaba la complejidad de las arquitecturas de las redes estudiadas
(definida por el numero diferente de neuronas, capas ocultas y conexiones). Para lograrlo, se hizo el
mismo andlisis comparativo que el explicado en el apartado anterior (en el que se tratan redes de
una sola capa oculta) pero en este caso para los resultados alcanzados por RR.NN.AA. y RR.NG.AA.
mas complejas (con dos y tres capas ocultas) aplicadas a los mismos cuatro problemas. Los
algoritmos empleados fueron, al igual que para las arquitecturas de una capa, el de Glia atenuacion

para potenciacién y el Algoritmo | para depresion.

Las arquitecturas de dos y tres capas que se usaron en cada problema se muestran en la Tabla 3.3y

Tabla 3.4 respectivamente.

capa entrada | capa oculta 1 | capa oculta 2 | capa salida
Enfermedad Corazdn 13 4 3 1
Flor Iris 4 5 7 3
Cancer Mama 9 7 5 1
Sefales lonosfera 34 9 4 1

Tabla 3.3 Arquitecturas de red con dos capas ocultas

capa entrada | capa oculta 1 | capa oculta 2 | capa oculta 3 | capa salida
Enfermedad Corazdn 13 5 4 3 1
Flor Iris 4 7 5 7 3
Cancer Mama 9 12 8 4 1
Seiales lonosfera 34 12 8 4 1

Tabla 3.4. Arquitecturas de red con tres capas ocultas
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3.1.3 Comprobacion de que los cambios en el rendimiento de las
RR.NG.AA. son debidos a los astrocitos artificiales y no a la

presencia de mads elementos de procesado

Dado que las diferencias en el rendimiento de las RR.NG.AA. frente a las RR.NN.AA. podrian no ser
debidas al comportamiento especifico de los astrocitos, sino a la presencia de elementos de
procesado adicionales, se probd a introducir neuronas adicionales en las RR.NN.AA. de una capa
oculta y observar si ello producia resultados similares a los obtenidos por las RR.NG.AA. de una capa

oculta.

En las RR.NG.AA. descritas hasta ahora, cada astrocito monitoriza cada neurona de las capas de
entrada y ocultas. Por ello, para cada uno de los cuatro problemas tratados, partiendo de las
arquitecturas de red de una sola capa oculta ya descritas en la Tabla 3.2 se disefiaron dos tipos de
RR.NN.AA. con tantas neuronas como el resultado de sumar astrocitos y neuronas en la RNGA
correspondiente. Los resultados alcanzados por estas RR.NN.AA. se compararon entre ellos y con los

de las RR.NG.AA. de una sola capa oculta.

El primer tipo de RR.NN.AA. disefiado consta de dos capas ocultas. Lo que se hizo fue afiadir, a
continuacion de la capa de entrada, una capa oculta con el mismo nimero de neuronas que la de
entrada, y ademas se duplicé el nimero de neuronas de la segunda capa oculta. La arquitectura

resultante para cada problema puede verse en la Tabla 3.5.

entrada | oculta 1 | oculta 2 | salida
Enfermedad Corazén 13 13 8 1
Flor Iris 4 4 10 3
Cancer Mama 9 9 14 1
Sefiales lonosfera 34 34 18 1

Tabla 3.5 Arquitecturas de RNA con dos capas ocultas: astrocitos <> neuronas

El segundo tipo de red disefiado consta de tres capa ocultas. Al igual que en el primer tipo de red, se
afadidé una primera capa oculta réplica de la de entrada. La diferencia con el primer tipo radica en
qgue en la segunda capa oculta se mantuvo el mismo nimero de neuronas respecto a la RR.NG.AA,,
pero se incorpord una tercera capa oculta con el mismo nimero de neuronas que la segunda. La

arquitectura resultante para cada problema puede verse en la tabla siguiente:
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entrada | oculta 1 | oculta 2 | oculta 3 | salida
Enfermedad Corazén 13 13 4 4 1
Flor Iris 4 4 5 5 3
Cancer Mama 9 9 7 7 1
Sefiales lonosfera 34 34 9 9 1

Tabla 3.6 Arquitecturas de RNA con 3 capas ocultas: astrocitos <> neuronas

3.1.4 Comunicacion entre astrocitos

Como se ha visto hasta ahora, en el andlisis realizado tanto sobre redes de una sola capa oculta
como sobre las de dos y tres capas, sélo se estd teniendo en cuenta la comunicacién astrocito-
neurona. Sin embargo, se sabe que los astrocitos bioldgicos se comunican también entre si a través
de ondas de calcio. En el apartado 2.1 Antecedentes bioldgicos se explicé que la excitabilidad celular
de los astrocitos se presenta en forma de un aumento de la concentracidn citoplasmatica de calcio.
Se refirié también que dicho aumento puede ser una respuesta a la liberaciéon de neurotransmisores
por parte de las terminales sindpticas de las neuronas. La sefial de calcio puede propagarse en el
interior celular (sefal intracelular) o propagarse entre diferentes astrocitos y generar una “onda de
calcio”. Las ondas de calcio creadas representarian una nueva forma de comunicacién intercelular a
larga distancia en el sistema nervioso. Ese aumento de calcio puede llevar a la liberacion de

gliotransmisores que a su vez modularian la excitabilidad neuronal y la transmisidn sindptica (Perea,

Navarrete & Araque, 2009).

Figura 3.4 Generacion y propagacion de una onda de calcio en astrocitos (Perea & Araque, 2007b)

Teniendo en cuenta la existencia de esta comunicacion inter-astrocitica, se ha ideado una
metodologia que contempla, ademas de la interaccidn astrocito-neurona, la comunicacion entre

astrocitos, los cuales formarian una red paralela a la de las neuronas artificiales que monitorizan.

En la arquitectura propuesta en esta metodologia, al igual que en las RR.NG.AA que se han tratado

hasta ahora, cada astrocito monitoriza una neurona. Se ha mantenido esta idea dado que, segun los
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estudios de laboratorio referenciados, “la estrecha relacién fisica entre neuronas y astrocitos

entrafia una adecuada disposicidon para su interaccion funcional” (Navarrete et Araque, 2011), es

decir, existe una relacién fisica de proximidad entre astrocitos y neuronas. Al mismo tiempo, un

Unico astrocito puede acometer un nimero alto de sinapsis, diferencialmente moduladas segun la

extension de la sefial de calcio intracelular, lo g permite un sutil grado de comunicacion (Perea &

Araque, 2007b).

Teniendo en cuenta estos dos factores, la metodologia disefiada contempla las siguientes

posibilidades de comunicacidn inter-astrocitica y astrocito-neurona en las RR.NG.AA.:

1.

Red de astrocitos + algoritmo neuroglial. En esta posibilidad de comunicacidn, los astrocitos
actuarian a nivel individual (comportamiento reproducido en las RR.NG.AA disefiadas hasta
ahora), pero también de forma combinada. Si el astrocito que monitoriza la neurona N; se
activa, los pesos de las conexiones salientes de la neurona N; se modificardn una primera
vez segun las reglas establecidas en el algoritmo neuroglial aplicado (Glia atenuacion,
depresion |, etc.). Pero, si ademas se activa el astrocito de la neurona N; destino, los pesos
de la conexion N;- N; se modificaran una segunda vez. Por tanto, a la hora de modificar por
segunda vez los pesos de una conexidn no sdélo se tendrd en cuenta la activacién del
astrocito que monitoriza la neurona N; origen de la conexién, sino que también deberd

activarse el astrocito que monitoriza la neurona destino, N; (Figura 3.5,izquierda).

Se han considerado dos aproximaciones para regular la segunda modificacién de pesos

causada por la comunicacion entre los dos astrocitos que delimitan la conexién sindptica:

a) En la primera aproximacién, cuando los dos astrocitos que delimitan la conexidén se
activan, se incrementa en un porcentaje a el peso de la conexién; si no se activan los
dos astrocitos a la vez, se decrementa en un porcentaje b el peso de esa conexion.

b) La segunda aproximacion consiste en incrementar en un porcentaje a el peso de la
conexidn delimitada por los dos astrocitos cuando ambos se activan a la vez, pero no

modificar el peso de la conexién en caso contrario.

En la primera aproximacién, se reforzaradn Unicamente las sinapsis donde los dos astrocitos
que las controlan se activan simultdneamente, mientras que se debilitardan aquellas en las
gue no se active ninguno o sélo uno de los astrocitos. Esto implica que debe existir una
comunicacion entre ellos (expansidn de la sefial de calcio intercelular) para que se refuerce

la conexion.
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En la segunda aproximacion, se reforzaran las conexiones, pero no se debilitaran aquellas en

las que la activacién de los astrocitos no sea simultanea.

2. Red de astrocitos. En esta posibilidad de comunicacidn, Unicamente la interaccién entre
astrocitos modificard los pesos de las conexiones, no habrd una primera modificacion de
pesos regulada por el astrocito de forma individual. Para que se modifique el peso de la
conexion entre las neuronas N; y N; , tendran que activarse simultdneamente los astrocitos
que delimitan la conexién. En otro caso, no se producira ningin cambio en los pesos de las
conexiones (Figura 3.5, derecha).Esto implica que los astrocitos conectados deben activarse
simultdneamente para que la glia ejerza su accién. Desde el punto de vista bioldgico, esto
significa que al producirse la activacion de los dos astrocitos debido a la actividad neuronal,
éstos se comunican transfiriéndose calcio entre ellos, lo cual implica la liberacion de
gliotransmisores al espacio sindptico que podran reforzar la comunicacidon entre las

neuronas adyacentes.

1. Red astrocitos +algoritmo neuroglial 2. 50lo red astrocitos

Figura 3.5 Comunicacion entre astrocitos: alternativas 1y 2
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3.

Comunicacién entre astrocitos de un mismo camino sinaptico. Dado que la sefial de Ca*'
astrocitica puede generar una onda y propagarse a distintos astrocitos a larga distancia, esta
tercera posibilidad que se plantea va a considerar no sélo la comunicacidon entre dos
astrocitos adyacentes , sino la comunicacion entre todos los astrocitos que forman parte de
un mismo “camino de activacién sinaptico” (Figura 3.6, izquierda). Se denominaran “caminos
de activacion sinapticos” a todas son las conexiones salientes de un astrocito con todos los
astrocitos a los que se conecta, posteriores a él. En este caso, para que actle la red de
astrocitos modificando los pesos de la red neuroglial, tienen que activarse todos los
astrocitos que forman un camino de conexiones, desde el astrocito de la capa de entrada de
la red hasta el astrocito de la capa de salida. Puede que se active un camino, varios o
ninguno completo en una generacion de la simulacién. Se trataria de reproducir el
fendmeno de plasticidad sindptica que interviene en los procesos de memoria y aprendizaje,

donde, como se ha explicado, se refuerzan o debilitan caminos sindpticos concretos.

Comunicacidn entre astrocitos de un mismo camino sinaptico + algoritmo neuroglial. De la
combinacion de esta tercera posibilidad de comunicacién con la primera, resultaria una
nueva posibilidad de comunicacién. Cada astrocito influiria de forma individual en las
conexiones salientes de la neurona que monitoriza y, ademas, sélo si todos los astrocitos del
camino sinaptico se activan, se modificaran las conexiones salientes de las neuronas

monitorizadas por dichos astrocitos (Figura 3.6, derecha).
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5.

3. Caminos sinapticos 4. Caminos sindpticos + algoritmo neuroglial

Figura 3.6 Comunicacion entre astrocitos: alternativas 3y 4

Comunicacion entre astrocitos de una misma capa. En esta posibilidad los astrocitos de una

misma capa se comunican y ejercen su influencia sobre todas las neuronas de esa capa de

dos formas distintas (Figura 3.7, izquierda.):

a) Potenciando las conexiones salientes de las neuronas de la capa sdlo si se activan todos
los astrocitos de esa capa. En caso contrario, se deprimen las conexiones salientes.

b) Potenciando las conexiones salientes de las neuronas de la capa sélo si se activan todos

los astrocitos de esa capa. En caso contrario, no se modificardn las conexiones.

Comunicaciéon entre astrocitos de una misma capa + algoritmo neuroglial. De Ila
combinacién de esta quinta posibilidad de comunicacién con la primera, resultaria una
nueva posibilidad de comunicacién. Cada astrocito influiria de forma individual en las
conexiones salientes de la neurona que monitoriza y, ademas, sdlo si todos los astrocitos de
la misma capa se activan, se modificaran una segunda vez las conexiones salientes de las

neuronas de esa capa (Figura 3.7, derecha).
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5. Astrocitos de una misma capa 6. Astrocitos de una misma capa + algoritmo neuroglial

Figura 3.7 Comunicacion entre astrocitos: alternativas 5y 6

7. Red astrocitaria: propagacion de la activacidn entre astrocitos. En las diferentes opciones
que se acaban de plantear, los astrocitos se “comunican” su estado de activacidon y en
funcion de la combinacién de ese estado ejercen distintas acciones sobre las conexiones de
la RNGA. El estado de activacion del astrocito era resultado, hasta ahora, Unicamente del
nivel de activacién de la neurona que monitoriza. Sin embargo, en esta aproximacién los
astrocitos no sélo se comunican, sino que actuan sobre el resto de astrocitos de la red
modificando su estado de activacién. Cuando la neurona que controla un astrocito
A; alcance el nivel de activacién umbral , ese astrocito se activara pero, al mismo tiempo,
modificard el contador de activaciones de los astrocitos A; a los que esté conectado en d
unidades (siendo d =1..J), ya sea aumentandolo, ya sea disminuyéndolo. Este mecanismo de
propagacion de la activacion del astrocito es compatible con cualquiera de las cuatro

opciones anteriores en lo que se refiere a la regulacién de la modificacidn de pesos.
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i 7. Propagacion de la activacion entre astrocitos

1;(t) = Contador de activaciones astrocito A;

Figura 3.8 Comunicacion entre astrocitos: alternativa 7

Como puede observarse, existen multiples combinaciones entre las alternativas propuestas para la
integracion en las RR.NG.AA de la comunicacién entre astrocitos. Debe tenerse en cuenta, ademas,
que cualquiera de estas opciones puede utilizar como algoritmo neuroglial cualquiera de los
utilizados en esta tesis (Glia Atenuacion, Depresion 1) o nuevos algoritmos que puedan surgir en

futuros desarrollos de esta linea de investigacion.

En el capitulo de resultados se expondra una aproximacién al disefio e implementacion de los

algoritmos neurogliales que modelizarian la primera de las posibilidades propuestas.

3.2 Metodologia de la investigacion

Para poder llevar a cabo una correcta planificacién, disefio y desarrollo de esta investigacion, se han

aplicado las metodologias de software y de construccion de RR.NN.AA. y RR.NG.AA. que se
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describiran a continuacién. En cuanto a la realizacidn de las pruebas, se ha aplicado el método de
validacion cruzada para permitir comparar los resultados obtenidos en las diferentes simulaciones,
garantizando la independencia de los conjuntos de datos utilizados en entrenamiento y test. Para el
analisis de los resultados, se ha aplicado el test de Wilcoxon de rangos signados (Wilcoxon, 1945). De

todo ello se hablara a continuacién en los respectivos subapartados.
3.2.1 Metodologia del software

Para el andlisis, disefio y desarrollo del software de simulacién de las RR.NG.AA./RR.NN.AA. y del
resto de herramientas de andlisis de resultados, se ha seguido un enfoque basado en la Metodologia
en Espiral (Pressman, 1997). De forma iterativa, los algoritmos neurogliales desarrollados en los que
se basa el funcionamiento de las RR.NG.AA. se han incorporado al software de simulacion,
generandose asi nuevos prototipos del sistema. Estos prototipos han permitido testear la validez del
software disefado, sin esperar a las Ultimas fases de la investigacion. En funcidn de los resultados de
la validacidon, en sucesivas iteraciones se han ajustado los disefios propuestos, incorporando los
cambios necesarios para solucionar los problemas encontrados. De esta forma, a lo largo de

sucesivas iteraciones en espiral, el sistema se perfecciona.

Frente a los modelos de desarrollo lineal, una de las mayores ventajas que aporta esta metodologia
es el hecho de que, mediante la repeticidn iterativa de las diversas tareas del proyecto, se establece
automaticamente una estrategia de autocorreccidn. Esta estrategia ayuda a detectar los fallos
existentes y favorece la integracidon gradual de nuevas caracteristicas a un modelo previamente

probado, de tal forma que se van generando versiones mejoradas de un mismo modelo.

Las diferentes iteraciones comenzardn a partir del andlisis y disefio de los algoritmos neurogliales
artificiales, basados en los estudios previos del modelo bioldgico. A continuacién, se construira y
probara el SC fundamentado en esos algoritmos. Finalmente, y dependiendo de la evaluacidn de los
resultados obtenidos, se repetird el proceso hasta que los resultados obtenidos sean considerados

satisfactorios.

3.2.2 Metodologia de disefio y construccion de los sistemas

conexionistas

Para el disefio y construccion de las RR.NN.AA. y RR.NG.AA,, se ha empleado una metodologia propia
desarrollada en el seno del equipo de investigacion RNASA-IMEDIR, al no haber una formalmente

aceptada en la literatura cientifica y tener el grupo una gran experiencia en la experimentacién con
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RR.NN.AA. En el marco del desarrollo de SS.CC. no existe ninguna metodologia bien definida, pero es
aconsejable seguir un proceso metodoldgico explicito, para no saltarse pasos involuntariamente que
pongan en peligro el éxito del desarrollo. La metodologia esta basada en la propia experienciay en la
del uso de otras disciplinas relacionadas, como por ejemplo la Ingenieria del Conocimiento (Gémez

et al., 1988). La metodologia define los siguientes pasos:

e Identificacidn del problema a resolver

e Adecuacion - Justificacion del uso del SC

e Diseflo y construccion del SC neuroglial

e Preparacion de los datos y construccién de los conjuntos de prueba y entrenamiento
e Entrenamiento del SC

e Organizacion y analisis de resultados

e Ajuste de parametros

e Validacion del sistema

3.3 Validacion de resultados: Cross-validation

Para validar adecuadamente los resultados se ha aplicado la técnica de cross-validation 5x2cv
(Cantu-Paz & Kamath, 2005) o validacién cruzada para estimar la precision de los algoritmos. La
validacién cruzada se emplea para evitar la influencia de los conjuntos de datos en los resultados de
un problema; esto es, para comprobar hasta qué punto los resultados son deudores de un

determinado conjunto de patrones.

En el método de validacion cruzada, el conjunto D de datos se divide en k conjuntos D;,..., Dy no
solapados (k-fold cross-validation). En cada iteracion i (que varia de 1 a k), el algoritmo se entrena
con el conjunto D\D; y se hace test en D;. Sin embargo, algunos estudios han mostrado que la
comparacion de algoritmos utilizando estos t-tests en validacion cruzada conlleva un ligero aumento
de lo que se denomina error tipo | (Herrera et al., 2004); es decir, detectar una diferencia cuando no

existe.

Dietterich analizé el comportamiento del método k-fold cross-validation, combinado con el empleo
de un test t (Dietterich, 1998). En ese trabajo, se propone modificar el estadistico utilizado y se
justifica que es mas efectivo realizar k/2 ejecuciones de un test 2-fold cross-validation con diferentes

permutaciones de los datos, que realizar un test k-fold cross-validation. Como solucién de
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compromiso entre la potencia del test y el tiempo de cdlculo, propone realizar 5 ejecuciones de un
test de validacidn cruzada con k=2, de ahi el nombre 5x2cv, lo cual también es propuesto por
Alpaydin en (Alpaydin, 1999). En cada una de las 5 iteraciones, los datos se dividen aleatoriamente
en dos mitades. Cada una de las mitades se toma como entrada del algoritmo y la otra se utiliza para
hacer un test de la solucion final, con lo que en total se tienen 10 tests distintos (5 iteraciones, 2
resultados por cada una). Este es el método que se utiliza en este trabajo, y ya empleado en
(Veiguela, 2008), para comparar los resultados de las RR.NG.AA. con los obtenidos por las RR.NN.AA.
En todos los casos, la base de la comparacion es la precision media de los 10 tests realizados por el
método 5x2cv. Ademas, para independizar los resultados de la inicializacién de los datos, se han
utilizado 10 poblaciones iniciales distintas, con cada una de las cuales se han realizado estos 10 test.
Es decir, en este trabajo se han realizado y analizado 100 test distintos para cada problema en el
caso de RR.NN.AA. y 400 en el caso de RR.NG.AA., pues como ya se ha indicado, cada uno de estos
100 test se ha realizado con 4 combinaciones distintas de los parametros iteracién-activacién (4-2, 6-

2, 6-3, 8-3).

Un problema del método 5x2cv como base para comparar diferentes métodos es que exige dividir el
conjunto de patrones en dos mitades. Esto puede no representar ningun problema cuando se
trabaja con conjuntos lo suficientemente amplios. Sin embargo, en los problemas tratados en este
trabajo los conjuntos de datos disponibles son bastante pequefios. Es por ello que, al no haber datos
suficientes para realizar entrenamiento, validacion y test, no se ha realizado validacién, pues ello
exigiria dividir en dos el conjunto de entrenamiento, el cual es a su vez la mitad del conjunto de
patrones. Esta Ultima divisién provocaria que, o bien el entrenamiento o bien la validacion se
produjese con un nimero muy reducido de patrones, que seguramente no seria representativo del
espacio de busqueda que se estuviese explorando, por lo que la red no generalizaria bien y se
comportaria mal en el test, pues las redes creadas sélo representarian una parte del conocimiento
deseado. Para que no ocurra esto, hay que evitar trabajar con conjuntos de patrones demasiado
pequefios (poco representativos). En este caso, esto se hace al no dividir el conjunto de
entrenamiento en entrenamiento y validacidn; es decir, no realizar validacién. Al no hacerla, se
puede estar realizando un sobreentrenamiento de las redes generadas. Sin embargo en (Rivero,
2007; Rivero et al., 2007), se muestra que la precisién obtenida es mayor cuando esas redes se
sobreentrenan que cuando son generadas con conjuntos de entrenamiento y validacién pequefios.
En caso de contar con un conjunto de patrones lo suficientemente amplio, lo mas recomendable
seria dividir éste en tres partes: entrenamiento, test y validacién. En ese caso, la precisidon ofrecida
por el sistema sin validacién (sobreentrenando) seria menor que al usar validacion. Sin embargo, en

los problemas analizados al no ser esto posible, se divide sélo en entrenamiento y test.
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3.4 Analisis estadistico de los resultados: Wilcoxon.

El andlisis de las diferencias en las precisiones alcanzadas por las RR.NN.AA. y RR.NG.AA. se ha
realizado aplicando el test de Wilcoxon de rangos signados sobre los resultados obtenidos.
Aplicando un contraste de hipdtesis utilizando este estadistico, se ha podido establecer si la
diferencia en los resultados alcanzados por ambos tipos de redes es o no estadisticamente
significativa. Para una mejor comprension del andlisis realizado, a continuacidn se realiza una breve

introduccion a los métodos estadisticos utilizados.

Una hipdtesis estadistica es cualquier conjetura sobre una o varias caracteristicas de interés de un
modelo de probabilidad. Formulada ésta, un contraste o test de hipdtesis es una técnica de
inferencia que permite comprobar si la informacién proporcionada por una muestra concuerda con
la hipdtesis planteada. Las hipdtesis estadisticas pueden ser:

e Paramétricas: afirmacidn sobre los valores de los pardmetros poblacionales desconocidos.
Serd simple si especifica un Unico valor para cada pardmetro poblacional desconocido, y sera
compuesta si asigna un conjunto de valores posibles a parametros poblacionales
desconocidos.

e No paramétricas: afirmacién sobre alguna caracteristica estadistica de la poblacién en
estudio. Por ejemplo, las observaciones son independientes, la distribucién de la variable es

normal, la distribucién es simétrica, etc. (Vilar, 2003).

La hipdtesis que se contrasta se denomina Hipdtesis Nula (Ho). La hipdtesis que se acepta si se
rechaza Hy es la Hipdtesis Alternativa (H,). “Hy debe ser la hipotesis que el experimentador asume
como correcta y que no necesita ser probada. [...] La aceptacion de Hy, no implica que ésta sea
correcta o que haya sido probada sino que los datos no han proporcionado evidencia suficiente como
para refutarla. [...] Si el experimentador quiere respaldar con contundencia un determinado
argumento es debido a que éste no puede ser asumido gratuitamente y, por tanto, sélo podrd ser
defendido a través del rechazo del argumento contrario (el establecido en Hy)” (Cao et al., 1998). La
medida de discrepancia entre la informacidn de la muestra y la hipdtesis Hy se denomina estadistico
de contraste, que debe seguir una distribucidon conocida cuando Hy sea cierta, de modo que se
pueda distinguir una discrepancia grande que tenga una probabilidad muy pequena de ocurrir
cuando Hg sea cierta, y una discrepancia pequefia que tenga una probabilidad grande de ocurrir

cuando Hy sea cierta. A continuacién, se debe decidir qué discrepancias se consideran inadmisibles
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cuando Hg sea correcta, es decir, se debe establecer el valor o nivel de significacidon del contraste,

denotado por a, donde a = P (rechazar Hy | Hg es cierta).

Finalmente, se toma la muestra y se calcula el valor del estadistico d asociado a la muestra (valor
critico del contraste), de manera que si d es pequefio (pertenece a la regién de aceptacién) se

acepta Hy, y si d es grande (pertenece a la regidn de rechazo) se rechaza H,.

Se denomina nivel critico o p-valor a la probabilidad p de obtener una discrepancia con Hy mayor o

igual que el valor critico d cuando Hg es correcta; de esta forma, si a > p-valor entonces se procede a
rechazar Hy. Con caracter general, y de manera orientativa, un p-valor inferior a 0,01 sugiere el
rechazo de Hg, superior a 0,1 indica su aceptacion, y uno comprendido entre 0,01 y 0,1 no suele

considerarse determinante.

En el presente estudio Hy seria: “La media de las precisiones obtenidas con RR.NN.AA. es menor o
igual a la media de las precisiones obtenidas con RR.NG.AA.”. Se trata de una hipdtesis estadistica
paramétrica y compuesta, que determina un contraste de hipdtesis unilateral por la derecha (de una
cola). En este caso, las muestras son pareadas, pues aparecen como distintas observaciones
realizadas sobre los mismos datos. En este proyecto, las observaciones pareadas consisten en
considerar las 100 combinaciones del cross-validation (10 conjuntos x 10 poblaciones) a las que se
les aplica por un lado una RR.NN.AA. (variable X) y, por otro, una RNGA (variable Y) como sistemas
de resolucidn. No es posible considerar a X e Y como variables independientes ya que va a existir una
dependencia clara entre las dos variables. Si se denomina d; a la diferencia entre las observaciones
antes y después de incluir la glia artificial (d; = x;- y;) siendo u la media de la muestra, Hy seria igual

a:
Ho: =My © Ux-Hy=0pg=0

Si se quiere contrastar que los resultados han experimentado o no una mejoria con el empleo de
RR.NG.AA. (Hy), se pueden emplear diferentes test de hipétesis, como el de Wilcoxon de rangos

signados que veremos a continuacion.
3.4.1 Test no paramétrico de Wilcoxon de rangos signados

El contraste de Wilcoxon (Wilcoxon, 1945) es una técnica no paramétrica apropiada cuando la
suposicién de normalidad no es valida. Se dispone de n parejas de valores (x;, ¥;) que se pueden
considerar como una variable medida con cada conjunto de datos en cada una de las dos

arquitecturas (sin glia y con glia). En ocasiones, las hipdtesis necesarias para el test paramétrico
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(normalidad de las diferencias pareadas, d;) no se verifican y es estrictamente necesario realizar el

contraste que ahora se presenta.
El procedimiento consiste en (Moore & McCabe, 2002; Walpole, Myers & Myers, 1998):

1. Ordenar todos los valores absolutos de las diferencias (|d;|) entre las observaciones

pareadas de menor a mayor.

2. Asignar a la diferencia en valor absoluto mas pequefia rango 1, a la siguiente en tamafio, 2,
y asi sucesivamente, sin tener en cuenta el signo. Cuando el valor absoluto de dos o mas diferencias
sea el mismo, se asignara a cada uno el promedio de los rangos que se asignarian si las diferencias se

distinguieran.

3. A cada rango (r(|d;|): valor del orden del dato en el conjunto) se le asigna el signo de la

diferencia.
4. Calcular la suma de rangos positivos por un lado (w,), y la de rangos negativos por otro (w.).

5. La suma de los rangos con diferencias negativas omitido su signo es el estadistico de

contraste que se suele denotar con la letra W (o T).

Las hipdtesis manejadas por este contraste para determinar si existen diferencias entre las

muestras son:

{ Hy : No hay diferencia entre las medianas de las muestras pareadas (Medgyca = Medgna)
H,: St hay diferencia entre las medianas de las muestras pareadas (Medgyca < Medgna)

Cuanto menor sea una suma con respecto a la otra, mayor sera la evidencia de que las dos
poblaciones son distintas (Morillo, 2008). En este caso, la hipdtesis nula se puede rechazar a favor de

la alternativa sdlo si w, es pequena y w.es grande.

Como se puede observar, la medida caracteristica contrastada con este test es la mediana, medida
de posicidn central robusta e interesante por su poca sensibilidad a la presencia de observaciones
atipicas en la muestra. Por otra parte, remarcar que si la distribucién es normal, la media y la
mediana coinciden, motivo por el cual en una situacion donde se verificase la hipdtesis de

normalidad el t-test ofreceria un contraste sobre ambas medidas.

Para realizar el test de Wilcoxon de los rangos signados se ha empleado el software MATLAB.
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4. EVALUACION DE LAS REDES NEUROGLIALES
ARTIFICIALES

En la primera parte de este capitulo, se describird el entorno de simulacién utilizado en la
experimentacion llevada a cabo en este trabajo de tesis, asi como las aplicaciones desarrolladas para
permitir el analisis automatico de los resultados. En la segunda parte del capitulo se expondran y

analizaran los resultados obtenidos mediante la experimentacidn realizada.

4.1 Entorno de simulacion

El nimero de simulaciones necesarias para el analisis de los resultados obtenidos por las RR.NN.AA.
y las RR.NG.AA. en todos los problemas que aqui se tratan es muy elevado, ya que se pretende
comparar los resultados de aplicar RR.NN.AA. y RR.NG.AA. a diferentes arquitecturas de red,
distintos algoritmos neurogliales de entrenamiento y diferentes combinaciones de parametros
neurogliales. Asi, el nimero de simulaciones por problema y arquitectura es del orden de 500. Hay
que tener en cuenta ademas el alto coste computacional de estas simulaciones, que aumentara con
la complejidad del problema y arquitectura de red a tratar. Por lo tanto, resulta necesario contar por
una parte con un marco de trabajo que permita ejecutar procesos de forma concurrente sobre
mdquinas con gran capacidad de procesado y, por otra, con una herramienta que permita extraer y

analizar de forma automatica los datos de los registros o logs resultantes de las simulaciones.

Para realizar las simulaciones con RR.NG.AA. existia ya una aplicaciéon desarrollada en lenguaje

DELPHI (interfaz) + C (algoritmos) resultado de los trabajos previos en este campo de A. Porto y A.
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Alvarellos (Porto, 2004; Alvarellos, 2007). Esta aplicacion no era apta para su ejecucion en las
maquinas del Centro de Supercomputacion de Galicia (CESGA, 2011), dado que en ellas sélo se
pueden encolar archivos binarios. Por ello, se decidié adaptar la aplicacién original y adecuarla a su
ejecucion en el CESGA, con el fin de automatizar y ejecutar el mayor ndmero posible de pruebas en

paralelo.

En primer lugar, se migré la interfaz grafica en Delphi a través de la cual se introducian y validaban
los datos de entrada (conjuntos de entrenamiento y test, parametros del AG, rutas ficheros de log y
mejor individuo, etc.) a una aplicacidn con paso de parametros por fichero, implementada
integramente en lenguaje C (Ibafiez, 2008). De esta forma, indicando en un fichero de pardmetros
los valores deseados para cada simulacidn, podran lanzarse en paralelo distintos procesos. Con esta
migracion se posibilita, por un lado, la ejecucidn de la herramienta en las supercomputadoras del
CESGA y, por otro, el encolamiento de multiples procesos. Las maquinas sobre las que se han llevado

a cabo las pruebas de este trabajo han sido las de FinisTerrae y SVG.

El CESGA cuenta con un sistema de colas (Sun Grid Engine) para la ejecucidn de scripts en alguno de
los nodos de la maquina seleccionada. Este sistema de colas permite encolar un nimero de procesos
muy elevado (el nUmero maximo de trabajos a encolar es 800 y 1000 en SVG y FinisTerrae,
respectivamente), que irdn entrando en ejecucidn en alguno de los nodos de la maquina
seleccionada en base a un sistema de prioridades, que tiene en cuenta: el tiempo de espera en la
cola, el tiempo de ejecucidon ya empleado por un mismo usuario, y los requerimientos de memoria y
tiempo del mismo (cuanto mds precisas y ajustadas sean las estimaciones, antes entrara en

ejecucion).

El diagrama de flujo principal de la aplicacién se presenta en la Figura 4.1.
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Figura 4.1 Diagrama de flujo principal de la aplicacion
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A continuacién, se describen los scripts y archivos de parametros utilizados para lanzar las

simulaciones y la estructura de directorios necesaria para su ejecucion.

< Scripts de ejecucidn

Para la realizacion masiva de simulaciones se ided una estructura de directorios, archivos de
pardametros y scripts de encolamiento, que facilita realizar el mayor nimero de pruebas posibles en

paralelo y el posterior analisis de resultados.

Existe un directorio genérico para albergar el cédigo fuente, compilado y ejecutable de la
herramienta de simulacién y, ademas, para cada problema se ha ideado una estructura comun de
subdirectorios, todo lo cual permite reutilizar los scripts de encolamiento y lanzar las simulaciones
para los distintos problemas de forma paralela. La estructura de directorios utilizada es la siguiente:
» entrenar_linux: directorio comin que contiene los archivos fuentes, compilados vy
ejecutables del cddigo de la aplicacion de simulacién, los cuales serdn invocados desde los

scripts de encolamiento de los diferentes problemas a tratar.

Para cada problema, se crea un directorio de trabajo con los siguientes subdirectorios.

> ejecutables: contiene los diferentes scripts de encolamiento de procesos.

> patrones: este directorio se organiza a su vez en 10 subdirectorios correspondientes a
cada uno de los conjuntos de entrenamiento/test resultantes de la divisién de los datos
segun la aplicacién de la técnica cross-validation5x2cv descrita en el apartado anterior.
Dentro de cada subdirectorio se almacenan los ficheros de entrenamiento/test asociados.

> fParametros: en este directorio se almacenan los ficheros de pardmetros que posibilitan
parametrizar los scripts de ejecucion para poder lanzar procesos en paralelo.

> poblaciones: aqui se ubican las diferentes poblaciones genéticas a utilizar. En el caso de
las simulaciones que se han realizado en este trabajo se han empleado en cada problema
10 poblaciones de 150 individuos, a excepcién del problema de clasificaciéon de flores de
Iris que se han empleado 10 poblaciones de 100 individuos.

> resultados: con la misma organizacion en 10 subdirectorios que el directorio patrones, se
almacenaran dentro del subdirectorio correspondiente al conjunto de patrones tratado,
los ficheros de resultados (log) con los valores de nimero de generacidn, error de test,
error de entrenamiento y tiempo en alcanzarse, asi como los mejores individuos

resultantes de las simulaciones ademas de las graficas de comparacion de resultados.
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Para ejecutar las simulaciones, se emplea un script (escrito utilizando el lenguaje Bourne Shell de
Linux) al que se le introducen los parametros concretos de cada simulacion por linea de comandos.

Estos parametros son:

e Combinacidn iteracidn-activacion

“«w n

e Numero de neuronas en cada capa oculta separados por

¢ Numero de individuos en la poblacién inicial del algoritmo genético.

Dado que las arquitecturas y modo de compilacién son distintos en las maquinas FinisTerrae y SVG,
ha sido necesario crear dos versiones de este script que aplican las respectivas opciones de

encolamiento de cada maquina.

El script que se observa en la Figura 4.2, envia a la cola de SVG (instruccidn gsub) 100 procesos,
resultantes de la combinacion de 10 poblaciones distintas y 10 conjuntos de patrones distintos que
se ejecutaran durante un maximo de 20 horas (s_rt=20:00:00). La instruccion para invocar la
ejecucion parametrizada del script( en este caso pasando como parametros: iteracidon-activacion=38;

neuronas 12 y 22 capa oculta= 9 y 4; nimero individuos poblacidn inicial=150), seria la siguiente:

Sh gliaSVG.sh 38 9_4 150

Este script usaria como fichero de parametros el fichero glia38capa9_4indil150.par que se muestra
en la Figura 4.4, invocando al ejecutable neuroGlial.out contenido en la carpeta genérica

entrenar_linux.

B /binsbash
# OURLEN DE INTRODUCCION DE PARAMETROS:
# &1 = 00 (activacion-iteracion)
# 52 = 5 [neuronas capas ocultas)
# §3 = 100 (individuos)
# El perultino parametro &5 solo la denominacion que servira para el LOG_ ¥ para mejor_ind_ de *.par
conjunto=11
poblacion=11
for ({i=1; i < §conjunto ; i+H))
do
for (({j=1; ] < §poblacion ; J+HH))
do
echo "module load ice” »»> ejecutable
echo "../../fentrenar limu/neuroGlial.out .. /fParametros/gliaélcapasZindig3.par .. /patrones
A{1Y/ vorresultados/s {1}/ pobs{itgliasleapafZindisd. txt pobs{j} 153 $2.pob™ 3> ejecutable
gqsub -1 mum_proc=l,s_rt=20:00:00,5_wvmen=180M,h fsize=100M,arch=64 -cwd ejecutable
rnm ejecutable
done
done

Figura 4.2 Script de encolamiento para simulacion genérica en SVG (gliaSVG.sh)

69



Procesamiento de Informacion mediante Redes NeuroGliales Artificiales en Clasificacion y Prediccion

B! /bin/bash
# OFLEN DE INTEODUCCION DE PARAMETROS:
# 51 = 00 {activacion-iteracion)
# $2 = 5 [neuronas capas ocultas)
# %3 = 100 (individuos)
# El penultimo parametro e3 solo la denominacion que serwira para el LOG_ ¥ para mejor_ind_ de *.par
conjunto=11
poblacion=11
for (({i=1l; i « fconjunto ; iH))
da
for ({j=1; J < §poblacion ; j+H))
da
echio "module load icc™ »» ejecutable
echo "../../entrenar_linux/neuroGlial.out ../fParametros/gliaflcapas2indi$3.par ../patrones
Aedids o /resultados/§{i}/ pobg§{ilgliaglcapas2indig3.xt pobg{i}_i§3_s2.pob™ =» ejecutable
gaub -1 pum proc=l,s_rt=20:00:00,z_vmen=160M,h fzize=100M -cyd ejecutable
rn ejecutaghle
done
done

Figura 4.3 Script de encolamiento para simulacion genérica en Finisterrae (gliaFT.sh)

En cada fichero de parametros que se le pasa a la aplicacién adaptada neuroGlial.out, (en este
ejemplo glia38capa9 4indi150.par), se indican los pardmetros que definen la arquitectura de la red
artificial a tratar, los parametros de la glia artificial y los pardmetros propios del AG a utilizar. Por
tanto, se indica:

e lteraciones: indica el nimero de veces que el patrén o conjunto de patrones es presentado
a la red durante la fase de entrenamiento no supervisado de las RR.NG.AA., fase en la cual
actua la glia. No debe confundirse este parametro con cada fase de cross-validation en la
gue los datos de entrada se dividen en conjuntos de entrenamiento y test y que en la
literatura referenciada es denominada de la misma forma.

e Activaciones: representa el nimero de iteraciones que tiene que activarse una neurona
para que se vean modificadas sus conexiones.

e Funcidn de activacién: funcidn perteneciente a una neurona artificial, que tras operar sobre
los valores de entrada del elemento, su valor de activaciéon anterior, etc., determina,
dependiendo del tipo de funcidn, si ésta se activa o no.

e Salidas negativas: este pardmetro permite a la red artificial el uso de salidas con valores

negativos en los elementos de procesado.

Las opciones indicadas en el archivo de pardmetros (.par) relativas a los parametros de ubicacion y
nombre de archivos necesarios para cada simulacién son:

e La ubicacién y nombre de los ficheros de patrones de entrenamiento y test.
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e Nombre del fichero de log que contendra los resultados del error de entrenamiento,
validacién, generacién y tiempo que tarda la red en conseguir tales errores. Este fichero
se actualiza cada vez que hay una disminucién del error de entrenamiento o un cambio
en el error de test.

e Nombre del fichero que contiene el mejor individuo de pesos resultante, siendo éste el
formado por el conjunto de pesos de todas las conexiones y parametros de la
arquitectura de la red que dan lugar a un error determinado. Este archivo permite
realizar el test de la red artificial a partir de este mejor individuo conseguido. El mejor
individuo se guarda cada vez que se escribe una generacién en el fichero de log.

e Nombre del fichero de poblacién inicial de individuos de pesos a usar.

Asi por ejemplo, el fichero glia38capa9 4indi150.par que se muestra en la Figura 4.4, contiene los
valores adecuados para simular una RNGA con dos capas ocultas de 9 y 4 neuronas, funcion de
activacién hiperbdlica tangente (T), una poblacidon de 150 individuos y pardametros de iteracién y
activacién astrocitica artificial de 8-3 respectivamente. La funcién de activacién que se indica en el
fichero de pardmetros, en este caso la hiperbdlica tangente, es la que se aplica a las neuronas de las
capas de entrada y ocultas de la red. En las neuronas de la capa de salida se aplica siempre la funcidn

umbral, que es la establecida en el propio cddigo de la aplicacién.

71



Procesamiento de Informacion mediante Redes NeuroGliales Artificiales en Clasificacion y Prediccion

slumero de capas de la red.

*Himero de neuronas en cadzs capa (separadas por comas) .

*Limite para inicislizar los pesos.

*Desos slestorios. TRUE=1, FALSE=D

*Limite para inicializar K o U.

sLimite del ERROR en evaluzscion.

*TRUE Con Retropropagacion (TRUE=1 o FALEE=0)

*Conexiones Rlestorizs. (TRUE=1 o FALSE=0)

*Valor aleatorio. TRUE=1 Umbrales o K aleatorios

*Pendiente de recta aleatoria. TRUE=1

*Humern de ejemplos 8 agrupsar.

*Salida Booleana. Convierte la salida a 0 o 1. TRUE=1 o FLASE=0
*Modo de entrenamiento (discreto=0 o continuc=1).

#Fijer erguitecturs. (=funciones de sctivacion slestoriss;l=funciones slestoriss de

i

O OoOF P OO RF OO0 FEFEWaO
oo
=
"

formz eXTEInE
100 *Valor maximo de activacion de las mneuronas.

1 *Permitir salidas de neurons negativas. TRUE=1, FALEE=0D

1] *Ciclos de realimentacion de la salida de las neuronas a la entrada

z sflumero de clasificaciones de las salidas

0.5 *Vzlor del umbral para la clasificacidn de las salidas.

1.00 *Intervalo de las salidas clasificadas.

g *GLIA.Itersciones & evelusr cads ejemplo.

3 *GLIA.Itersciones gue sctivan la glis.

I sFuncion de zctivacion. Linesl=K, Umbral=U HE.Tangente=T, Sigmoide=E Alestoris=X
1 *Limite Pendiente

150 *Numero de Individuos (en test solo 1)

1 *Test solapado. TRUE=1, FRLEE=D

1 *Crear Log. TRUE=1, FALSE=0

o] *Modo generar poblacion. O-->cargar desde fichero;l-->52 geners nuevs ¥y se guards;2-

-»5e geners nuevs Yy no se guarda
lln'%\\*i\\ﬁ\\*i-\\iAiii%i%i*i*PkmEmCS DEL JL GCRIIHC SENEIICCiiiA%\\%iii%iﬁ\\*iﬁ\\%iﬁ\\iii\\illn'

1 *Numero de puntos de mutzcion

1] *Numero de puntos de cruce (si es cero se uss el cruce sbx)

80 *Tasa de cruces

12 *Tasa de mutaciones

o] *Tipo de sustitucion/insercionipeor individuo, iguales en error, sustituir padres)
z *Tipo de seleccion (estratos, montecarlo,tornec)

Z *Temzno de ventanz (en caso de seleccion Torneo)

5000 *Humero maximo de generaciones

0.00& *Error maximo

f*\\*i\\ﬁ\\%i-\\i\\i-\\i*i*i%\\*FIC‘HERGS DE pAIRCNESA%iiﬁA%ii\\%*i\\%%iAi%iii%iﬁi*iﬁﬂ%iﬁﬂiiiiif

ipnosphere entraedas nommalizado entrensmiento *Nombre del fichero de patrones de entrenamiento
con las entradas - -

ionosphere_salidas_normalizado entrenamiento *Nombre del fichern de patrones de
entrenamiento con las salidas

ionosphere entradas nomslizado test *Nombre del fichero de patrones de test
con las entradas

ionosphere salidas normalizado test *Nombre del fichero de patrones de test

con las salidas
lln'%\\*i\\ﬁ\\%i-\\i\\i-\\i%i%i%\\*FIC‘HERGS DE SALIDA\\*\\**-\\*A%**\\%*i\\**iAi%iii%iﬁi*iﬁi%iﬁiiiif

mejorlnd sFichero que contendra el mejor indiwviduo

0G_ *Fichero que contendra el LOG

- ./poblaciones/ sFichero que contiene/contendr: la poblacicon a
cargar/genersr

S00 *Ceds cusntses genersciones guardo el mejor
individuo 8 fichero

0.5 *Valor de mu pars SBX (real positivo, &

mayor valor mas se parecen los hijos & los padres)

Figura 4.4 Ejemplo de fichero de parametros de la herramienta de simulacion adaptada al CESGA

R/

«* Herramientas de andlisis automdtico de los datos generados

Segun se acaba de explicar, cada una de las simulaciones realizadas genera un fichero de log con la
evolucién del error de entrenamiento o test. Esto implica que para cada problema y arquitectura se
generan 500 ficheros de log: 100 ficheros de log para las RR.NN.AA. (10 poblaciones iniciales x 10
conjuntos de entrenamiento) y 400 para las RR.NG.AA. (10 poblaciones iniciales x 10 conjuntos x 4
combinaciones de iteracidn-activacion: 4-2, 6-2, 6-3, y 8-3). Ademas, dado que las simulaciones se
han realizado utilizando dos algoritmos neurogliales distintos (uno de potenciaciéon y otro de

depresion), se dobla el nimero de logs. Dado que el analisis manual de todos estos datos era
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inviable, el grupo de investigacién en neuroglia artificial ha desarrollado un programa en MATLAB
junto con una plantilla Excel que ha permitido analizar de forma automatica los ficheros de log

generados en las simulaciones.

El programa en MATLAB lee, para cada problema-arquitectura, los datos de los ficheros de log
correspondientes; a partir de ellos, calcula los datos de interés para esta investigacidon (porcentaje
de acierto en tiempo de parada, evolucion del ECM en el tiempo, etc.) y ademas realiza analisis
estadisticos como el test de Wilcoxon para poder saber si las diferencias en el rendimiento de redes
sin glia y con glia son verdaderamente significativas. El programa vuelca después todos estos datos a
la plantilla Excel creada, plantilla que ademds de mostrar esos datos, contiene formulas para crear
tablas resimenes de los resultados (medias de los 100 test, desviacidn tipica, mejor porcentaje de

acierto, etc).

Los analisis llevados a cabo por este programa MATLAB corresponden a tres métricas diferentes. Los
resultados que se presentaran en el apartado 4.2 corresponden a las métricas 1y 3 que se explican a

continuacion:

1. Porcentaje de acierto en tiempo de parada: El cddigo del programa MATLAB obtendrd para
cada conjunto y poblaciéon, el ECM de entrenamiento y test al alcanzar un tiempo concreto
de entrenamiento, tiempo que es fijado previamente por el usuario. Para cada combinacion
de iteracidén-activacién simulada, con el mejor individuo de pesos asociado a este tiempo y el
conjunto de test correspondiente, se calculard el porcentaje de acierto en test. Esto
permitira comparar el porcentaje de acierto medio de entrenamiento y test de las
RR.NG.AA. y las RR.NN.AA transcurrido un mismo tiempo de entrenamiento. Se ha decidido
llevar a cabo la comparacion fijando un tiempo limite y no un nimero dado de generaciones,
debido al diferente coste computacional (y su correspondiente tiempo de procesado) de una
generacion en los dos sistemas conexionistas evaluados. En el caso de las RR.NG.AA,, la glia
hace que el proceso de evaluacién sea mas lento, ya que cada patrén se evaluarad durante
k iteraciones para simular la lentitud de la influencia astrocitica.

2. Mejor porcentaje de acierto durante el tiempo fijado: Al igual que en el porcentaje de
acierto en tiempo de parada, se fijard un tiempo limite, el mismo para las simulaciones de las
RR.NN.AA. que de las RR.NG.AA., para comparar el ECM de entrenamiento y el ECM de test.
Pero en este caso, el programa MATLAB obtiene para cada combinaciéon de conjunto-
poblacién e iteracidn-activacion, el porcentaje de acierto de test asociado al mejor individuo
de pesos obtenido a lo largo de todo el tiempo de entrenamiento transcurrido hasta ese

tiempo limite, mejor individuo que puede haberse obtenido en cualquier instante antes de
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ese tiempo (a diferencia del porcentaje de acierto en parada, el cual escoge el error de test
asociado al individuo obtenido en un tiempo de parada concreto y exacto). Esto es,
transcurrido el mismo tiempo de entrenamiento, en esta métrica se presentaran los mejores
valores de porcentaje de acierto en el test obtenidos por las RR.NG.AA. y las RR.NN.AA
durante ese tiempo.

Anadlisis de la evolucidn del error de entrenamiento y test en el tiempo. Para cada conjunto
y poblacion, el cédigo MATLAB obtendra el error de entrenamiento y test cada t instantes de
tiempo, siendo t fijado de antemano. Estos datos se volcaran a la plantilla Excel, lo cual
permitira realizar graficas que muestren la evolucidn en el tiempo del error obtenido por la
RNGA frente al obtenido por la RNA. Ademas, este analisis permite obtener la tercera
métrica utilizada en la comparacion de resultados, que es el tiempo medio en el cual se
alcanza el 95% del porcentaje de acierto en el tiempo de parada para cada problema y

arquitectura.

El cddigo MATLAB aplica, ademas, el test de Wilcoxon de rangos signados a las diferencias de ECM

entre las RR.NN.AA. y las RR.NG.AA. para comprobar si éstas son o no significativas. Calcula también

los ratios entre el porcentaje de acierto de las RR.NG.AA. frente al de las RR.NN.AA.

Tal como se ha indicado, todos estos datos se vuelcan a una plantilla Excel, de la que se puede ver un

fragmento en la figura siguiente:
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De esta forma, para cada problema y arquitectura tratados, se cuenta con un Unico fichero Excel

que contiene, tanto para las RR.NN.AA. como para las RR.NG.AA.:

» Tablas que muestran, para cada poblacion y conjunto, los ECM de entrenamiento y test
en tiempo de parada, la generacién correspondiente a ese tiempo, el porcentaje de
acierto de entrenamiento y test en el tiempo de parada y el tiempo en el que se alcanza

un porcentaje x de los aciertos en ese tiempo de parada.

» Tablas donde, para cada poblacidn y conjunto, se muestra el ECM en entrenamiento y

test cada t segundos.

» Tablas donde, para cada poblacién y conjunto, se muestra el porcentaje de acierto de
entrenamiento y test en parada para cada RNGA y RNA vy los ratios entre dichos

porcentajes de acierto.

» Tablas resumen con las medias, desviacion tipica y valor de Wilcoxon de los 100 casos

para cada problema y combinacién.

Se exponen, a continuacién, los resultados obtenidos para cada problema y el andlisis realizado a

partir de las plantillas Excel generadas de la forma que se acaba de describir.

4.2 Experimentacion y resultados

En este capitulo, para cada problema tratado, se expondran y analizaran los resultados
correspondientes a cada uno de los apartados descritos en el capitulo 3. Solucién Propuesta,
siguiendo el mismo orden. Asi, en primer lugar se presentaran los resultados obtenidos por
RR.NN.AA. y RR.NG.AA. de una sola capa oculta, tanto utilizando el algoritmo neuroglial de
potenciacion como el de depresién. En segundo lugar, se expondran los resultados obtenidos
aplicando redes de mayor complejidad con dos y tres capas ocultas. Por ultimo, se demostrara que la
diferencia en los resultados alcanzados por las RR.NG.AA. respecto a las RR.NN.AA. no es debida a la
incorporaciéon de mayor numero de neuronas artificiales, sino a las propiedades intrinsecas de los

astrocitos artificiales introducidos. Para ello, se compararan los resultados obtenidos por RR.NN.AA.
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con distintas arquitecturas, las cuales contendran tantas neuronas adicionales como astrocitos

tengan sus correspondientes RR.NG.AA.

Antes de iniciar la exposicidén de resultados conviene aclarar los siguientes aspectos, algunos de los

cuales ya han sido explicados en el capitulo 3:

76

Para cada problema y arquitectura, los valores de la comparaciéon de cada RNA con su
correspondiente RNGA seran los porcentajes (medio o de un caso representativo) de acierto
en test y entrenamiento. El porcentaje de acierto medio en entrenamiento/test se refiere a la
media del porcentaje de acierto obtenido en los resultados de 100 entrenamientos/test
distintos (n=100). Estos 100 test fueron realizados una vez que la red fue entrenada con 10
conjuntos distintos de patrones de entrada, usando 5x2cv cross-validation y empleando diez
poblaciones iniciales de pesos iniciales. Sin embargo, cuando se habla del porcentaje de
acierto en entrenamiento/test de un caso representativo, se refiere a los resultados
alcanzados para un Unico entrenamiento/test (n=1) realizado sobre un conjunto y poblacion
concreto. Al centrarse en un Unico caso, se podra observar con mas claridad la diferencia en

el comportamiento entre las RR.NN.AA. y las RR.NG.AA.

Tanto las RR.NN.AA. como las RR.NG.AA. fueron entrenadas durante un tiempo t, o “tiempo
de parada”. Ese tiempo, que es el mismo para las RR.NN.AA. y las RR.NG.AA., fue
previamente establecido para cada problema y arquitectura, y se corresponde con la
duracion de entrenamiento durante 5000 generaciones de una RNGA con 4 iteraciones y 2
activaciones (ver Tabla 3.1). Esto es asi excepto en el caso de los graficos de evolucion del

|ll

acierto en el tiempo, donde el “tiempo de parada” se corresponde con el tiempo asociado

en el eje X del gréfico.

En la resolucidn de cada uno de los problemas aplicando RR.NG.AA. se han utilizado cuatro
combinaciones neurogliales de iteracién-activacion distintas (4-2, 6-2, 6-3 y 8-3). Aunque en
las tablas se mostraran los valores medios para todas las combinaciones, por simplicidad de
presentacién de resultados, cuando no se indique lo contrario los porcentajes de acierto
medio en entrenamiento y test de las RR.NG.AA. que se mostraran en los graficos seran los

obtenidos aplicando siempre la misma combinacion neuroglial de iteracién-activacion: 6-3.

Los asteriscos presentes en los graficos de barras simbolizan el nivel de significacion

obtenido al aplicar el test de Wilcoxon a las diferencias en el porcentaje de acierto medio
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alcanzado por las RR.NG.AA. vs las RR.NN.AA. Asi, en funcidn del p-valor obtenido en el test,

se puede establecer la siguiente correspondencia:

p-valor< 0.05 —>* las diferencias son significativas;
p-valor< 0.01 ->** las diferencias son muy significativas;

p-valor< 0.001 >*** las diferencias son extremadamente significativas;

e En los graficos que hagan referencia al porcentaje de acierto medio, se mostrara el valor de

la media de los 100 casos (n=100) * el Error estandar medio (E.E.M.).

Seguidamente, se exponen cada uno de los apartados de este capitulo.

4.2.1 Andlisis de la influencia de los astrocitos artificiales en el
rendimiento de las RR.NG.AA.: arquitecturas de red de una unica

capa oculta

Para cada problema tratado, tanto en los apartados de potenciacién como de depresién, se
mostraran y comparardn los resultados obtenidos por las RR.NN.AA. y las RR.NG.AA. en la resolucién

del problema. Para ello, se presentaran los siguientes graficos y tablas de resultados:

e Graficos que muestran la evoluciéon en el tiempo de los porcentajes de acierto en
entrenamiento y test obtenidos cada x minutos, siendo x dependiente del problema y fijado
en funcién de la duracién del entrenamiento. Se presentardn cuatro graficos

correspondientes a:

o La evolucion del porcentaje de acierto de entrenamiento y test para un ejemplo
representativo de la combinacién iteracidn-activacion 6-3, correspondiente a los
resultados de entrenar las redes considerando un conjunto concreto de patrones de

entrada y poblacidn inicial de pesos.

o La evolucidn de los porcentajes de acierto medio de entrenamiento y test de los 100

casos (10 conjuntos x 10 poblaciones) para la combinacion iteracion-activacién 6-3.

e Una tabla resumen de las medias de porcentajes de acierto y test, donde se comparan los

resultados obtenidos por RR.NN.AA. con :

o Los obtenidos de forma individual por cada una de las cuatro combinaciones de

activacidn-iteracion neurogliales aplicadas (4-2, 6-2, 6-3 y 8-3).
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o Los obtenidos utilizando en cada uno de los 100 casos la “mejor combinacién”; es
decir, la combinacién neuroglial de iteracién-activacién de las cuatro posibles que

para cada conjunto-poblacidn alcanza los mejores resultados.

Para finalizar la exposiciéon de cada uno de los subapartados de potenciacion y depresion, y con
el objetivo de proporcionar una comparativa global del rendimiento de las RR.NN.AA. y de las
RR.NG.AA., se mostrara un grafico de los porcentajes de acierto medio en entrenamiento y test
obtenidos en cada uno de los cuatro problemas aplicando ambos tipos de redes, junto con el
nivel de significacion del test Wilcoxon de rangos signados realizado sobre las respectivas

diferencias entre los porcentajes de acierto medio obtenidos.

4.2.1.1 RESULTADOS ALGORITMO NEUROGLIAL DE POTENCIACION

4.2.1.1.1 Flor de Iris

En los dos graficos siguientes se muestra, para el problema Flor de Iris, la evolucidn del porcentaje
de acierto en entrenamiento y test (Figura 4.6, izquierda y derecha respectivamente) frente al
tiempo de entrenamiento en un caso representativo (conjunto de patrones 3, poblacién inicial 10).
Se observa que aunque durante los primeros minutos el porcentaje de acierto de entrenamiento
obtenido por la RNA es superior, este permanece estancado a lo largo de todo el entrenamiento. Por
el contrario, la RNGA consigue desde la mitad del entrenamiento seguir mejorando, llegando a
superar al de la RNA. En el caso del porcentaje de acierto en test, el comportamiento es el mismo,

siendo el obtenido por la RNGA mas de un 10% superior al obtenido por la RNA.
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Figura 4.6 Flor de Iris: ejemplo representativo (poblacion 10 - conjunto 3) evolucion porcentaje acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3) -potenciacién frente al tiempo de entrenamiento
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Se muestra ahora, para este problema, la evolucién del porcentaje de acierto medio en
entrenamiento y test (Figura 4.7, izquierda y derecha respectivamente) obtenido por la RNA y la
RNGA (6-3) frente al tiempo de entrenamiento. Como puede observarse, la evolucidn del porcentaje
de acierto en entrenamiento es muy similar en ambos tipos de red, aumentando ligeramente al
principio del entrenamiento para no variar practicamente en los ultimos minutos, siendo los
porcentajes de acierto semejantes. El porcentaje de acierto en test varia también muy poco a lo
largo del tiempo, siendo el obtenido por la RNA ligeramente superior al obtenido por la RNGA

durante toda la evolucién.
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Figura 4.7 Iris: evolucion del porcentaje de acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de
RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento. Los valores representan la media + E.E.M

En la Tabla 4.1 se muestran los porcentajes de acierto medio alcanzados por la RNA y las RR.NG.AA.
en este problema. Analizando los datos de test, se observa que aunque el porcentaje de acierto
medio de la RNA es superior al de la RNGA en todas las combinaciones iteracién-activacién, las
diferencias en la media sélo son significativas en el caso de las combinaciones 6-2 y 6-3, por lo que la
RNA y la RNGA estan igualadas en los otros dos casos. En cambio, eligiendo la mejor combinacién
iteracion-activacion de RNGA en cada uno de los 100 casos (columna “Mejor”), si se observan
diferencias extremadamente significativas en la precisién de ambos tipos de red, siendo superior la

de la RNGA.
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4-2 6-2 6-3 8-3 RN/
Acierto Medio |, 59 | 4079 | 4112 | 4188 | 4856
(%) 43,59

Wilcoxon 8,5613E-02 | 3,703E-02 | 1,777E-02 | 2,422E-01 | 2,425E-06

: Acierto Medio | ., ,3 | 4977 | 4977 | 5072 | 5539
Entrenamiento (%) 49,79

Wilcoxon 9,609E-01 | 8,178E-01 | 9,895E-01 | 3,611E-01 | 3,625E-07

Tabla 4.1 Flor de Iris: porcentaje acierto medio y valores significacién test Wilcoxon (n=100) RNGA potenciacién (4-
2, 6-2, 6-3, 8-3 y mejor) frente a RNA

4.2.1.1.2 Corazon

En los dos graficos siguientes se muestra para el problema de Corazén la evoluciéon del porcentaje de
acierto en entrenamiento y test (Figura 4.8, izquierda y derecha respectivamente) frente al tiempo
de entrenamiento en un caso representativo (conjunto de patrones 4, poblacién inicial 7). Se
observa que aunque inicialmente el porcentaje de acierto de entrenamiento obtenido por la RNA es
superior, este permanece practicamente estancado a lo largo del entrenamiento. Por el contrario, la
RNGA consigue a lo largo del entrenamiento incrementar su porcentaje de acierto paulatinamente,
superando a la RNA en el tramo final. La evolucidn del porcentaje de acierto en test sigue el mismo
patron de comportamiento, de tal forma que la RNA obtiene mejores porcentajes en los primeros

minutos estancandose después, siendo superada por la RNGA en los minutos finales.
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Figura 4.8 Corazén: ejemplo representativo (poblacion 7 - conjunto 4) evolucion del porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento

Se muestra ahora, para este problema, la evolucién del porcentaje de acierto medio en

entrenamiento y test (Figura 4.9, izquierda y derecha respectivamente) obtenido por la RNA y la
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RNGA (6-3) frente al tiempo de entrenamiento. Exceptuando los cuatro primero minutos, el
porcentaje de acierto medio en entrenamiento obtenido por la RNA es superior al obtenido por la
RNGA durante toda la evolucidn del entrenamiento. En el caso del porcentaje de acierto medio en
test, este permanece casi invariable desde el inicio tanto para la RNA como para la RNGA aunque, al

contrario que en el entrenamiento, es la RNA la que supera a la RNGA en todo momento.
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Figura 4.9 Corazén: evolucion porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de RNA
y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento. Los valores representan la media + E.E.M

En la Tabla 4.2 se muestran los resultados alcanzados por RR.NN.AA. y RR.NG.AA. en este problema.
Analizando los datos de test, se observa como la precision media de la RNA es superior a la de las
distintas combinaciones iteracidén-activacion de RNGA, siendo las diferencias en la media muy
significativas. Cuando se elige la mejor combinacién iteracidén-activacion de RNGA en cada uno de los
100 casos, la precision de RNGA es superior, pero dado que las diferencias en la media no son

significativas, no puede afirmarse que en este caso la precision de RNGA sea superior.

4-2 6-2 6-3 8-3 RNA
Qe el 77,71 76,54 76,95 76,11 80,22
(%) 80,15
Wilcoxon | 7,145E-07 | 1,914E-10 [ 4,092E-08 | 2,969E-13 | 9,543E-01
W Acierto Medio| g4 o, 89,8 89,94 | 9004 | 90,56
Entrenamiento (%) 88,45
Wilcoxon | 1,234E-08 | 3,055E-07 | 8,990E-08 | 1,560E-08 | 1,164E-13

Tabla 4.2 Corazén: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA potenciacion (4-2,
6-2, 6-3, 8-3 y mejor) frente a RNA

4.2.1.1.3 Cancer de Mama

En los dos graficos siguientes se muestra para el problema Cancer de Mama la evolucién del

porcentaje de acierto en entrenamiento y test (Figura 4.10, izquierda y derecha respectivamente)
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frente al tiempo de entrenamiento en un caso representativo (conjunto de patrones 7, poblacion
inicial 9). Se observa que, aunque durante los dos primeros minutos el porcentaje de acierto de
entrenamiento obtenido por la RNA es superior, este permanece después estancado a lo largo del
entrenamiento. Por el contrario, el porcentaje de acierto de entrenamiento obtenido por la RNGA se
va incrementando segln avanza el tiempo de entrenamiento, siendo superior al de la RNA después
de los primeros minutos. En el caso del porcentaje de acierto en test, la evolucién es muy similar a la

observada en el entrenamiento, siendo superior el de la RNGA al de la RNA.
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Figura 4.10 Cdncer: ejemplo representativo (poblacion 9 - conjunto 7) evolucion porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento

Se muestra ahora, para este problema, la evolucion del porcentaje de acierto medio en
entrenamiento y test (Figura 4.11, izquierda y derecha respectivamente) obtenido por la RNA y la
RNGA (6-3) frente al tiempo de entrenamiento. El porcentaje de acierto medio en entrenamiento
comienza siendo mejor para la RNA, mientras que en la parte final del entrenamiento es la RNGA
guien consigue mejores resultados. En cuanto al porcentaje de acierto medio en test, de nuevo el de
la RNA es superior en los primeros minutos, aunque al avanzar el tiempo de entrenamiento, la RNA

se estanca mientras que la RNGA consigue porcentajes de acierto cada vez mejores, logrando igualar

al obtenido por la RNA.
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Figura 4.11 Cdncer: evolucién porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de RNA
y RNGA (6-3) potenciacion frente al tiempo de entrenamiento. Los valores representan la media * E.E.M

En la Tabla 4.3 se muestran los resultados alcanzados por las RR.NN.AA. y las RR.NG.AA. en este
problema. Analizando los datos de test, se observa que la RNA supera a la RNGA con diferencias en
la media del porcentaje de acierto significativas, en dos de las cuatro combinaciones iteracion-
activacion (6-2 y 8-3). Para las combinaciones 4-2 y 6-2 las diferencias no son significativas, asi que la
RNA y la RNGA estarian igualadas en estos dos casos. Sin embargo, cuando nos fijamos en los
resultados de la “mejor” combinacién, el porcentaje de acierto medio en test obtenido por la RNGA

supera al de la RNA de forma extremadamente significativa.

4-2 6-2 6-3 8-3 RINA

Aciert? Medio 85,48 8452 84,87 84,40 87,17
(%) 85,10

Wilcoxon |38 628E-02 |2,027E-02 | 3,649E-01 | 2,216E-02 | 2,321E-11

P AciertoMedio| o149, | 9147 | 9149 | 9008 | 9285
Entrenamiento (%) 90,39

Wilcoxon | 1,976E-12|9,254E-05 | 6,086E-06 | 5,780E-03 | 7,360E-17

Tabla 4.3 Cdncer: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA potenciacion (4-2,
6-2, 6-3, 8-3 y mejor) frente a RNA

4.2.1.1.4 lonosfera

En los dos graficos siguientes, se muestra para el problema de lonosfera la evolucién del porcentaje
de acierto en entrenamiento y test (Figura 4.12 , izquierda y derecha respectivamente) frente al
tiempo de entrenamiento en un caso representativo (conjunto de patrones 2, poblacién inicial 4). Se
observa que, tanto en entrenamiento como en test, el porcentaje de acierto obtenido por la RNGA

es superior al obtenido por la RNA a lo largo de todo el eje temporal.
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Figura 4.12 lonosfera: ejemplo representativo (poblacion 4 - conjunto 2) evolucion porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA(6-3)-potenciacion frente al tiempo de entrenamiento

Se muestra ahora, para este problema, la evolucién del porcentaje de acierto medio en
entrenamiento y test (Figura 4.13, izquierda y derecha respectivamente) obtenido por la RNA y la
RNGA (6-3) frente al tiempo de entrenamiento. Como puede observarse, la evolucidn del porcentaje
de acierto en entrenamiento y test es muy similar en ambos tipos de redes, incrementandose
siempre a medida que avanza el tiempo de entrenamiento. Exceptuando el primer minuto, la RNGA

obtiene mejores porcentajes de acierto que la RNA.
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Figura 4.13 lonosfera: evolucién porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de
RNA y RNGA (6-3)-potenciacion frente al tiempo de entrenamiento. Los valores representan la media + E.E.M

En la Tabla 4.4 se observan los porcentajes medio de acierto en entrenamiento y test alcanzados por
las RR.NN.AA. y las RR.NG.AA. en la resolucién de este problema. El andlisis de los resultados de test
muestra que el porcentaje de acierto medio obtenido por la RNGA “mejor combinacion”, es superior
al obtenido por la RNA, siendo ademas las diferencias extremadamente significativas. También los

resultados de la combinacién iteracién-activacién 4-2 son mejores que los de la RNA de forma
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significativa. Para el resto de combinaciones, las diferencias entre los porcentajes de acierto medio

en test de la RNA y la RNGA no son significativas.

RNGA
4-2 6-2 6-3 8-3 [ Mejor i1\,

R 50,77 78,25 79,91 79,27 83,44
(%) 79,04

Wilcoxon 6,462E-04 | 1,595E-01 | 1,031E-01 | 2,910E-01 | 3,656E-14

: Acierto Medio | o315 | 9953 | 9260 | 9225 | 94,00
Entrenamiento (%) 86,96

Wilcoxon 1,062E-12 | 1,864E-08 | 1,149E-11 [ 5,917E-10 | 2,183E-15

Tabla 4.4 lonosfera: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA potenciacion (4-
2, 6-2, 6-3, 8-3 y mejor) frente a RNA

4.2.1.1.5 Comparativa de los cuatro problemas

A continuacion (Figura 4.14), se enfrentan los resultados de porcentaje de acierto medio en
entrenamiento y test obtenidos por las RR.NN.AA. y las RR.NG.AA.-potenciacién en la resolucién de

los cuatro problemas analizados.
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Figura 4.14 Potenciacién 1 capa oculta global: porcentaje acierto medio entrenamiento y test (izquierda y
derecha, respectivamente; n=100) RNA vs RNGA (6-3) vs RNGA-mejor resolviendo los cuatro problemas analizados

Observando el grafico de los resultados de test (Figura 4.14, Derecha), puede apreciarse como
eligiendo la mejor de las combinaciones iteracién-activacién, en todos los problemas excepto en el

de Corazon (la precisidon es mayor, pero no de forma significativa), el porcentaje de acierto medio en
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test de la mejor combinacion de RNGA supera al obtenido por la RNA, siendo la diferencia de
resultados extremadamente significativa. En cuanto al porcentaje de acierto medio en
entrenamiento (Figura 4.14, izquierda), los resultados de la RNGA son significativamente superiores

a los de la RNA en todos los problemas.

Si se comparan los resultados de la combinacion neuroglial de activacidn-iteracion que se muestra
en los graficos, la 6-3 (barra roja), la RNA obtiene mejores porcentajes de acierto en test en los
problemas de Corazdén y Flor de Iris. En Cancer e lonosfera, las diferencias en el porcentaje de acierto
medio en test no son significativas, asi que la RNA y la RNGA (6-3) estarian igualadas. No obstante,
puede verse en las tablas de resultados anteriores que la combinacidn 6-3 no ha sido la mejor de las
cuatro analizadas en ninguno de los cuatro problemas. Asi, en el caso de Flor de Iris ha sido la
combinacion 8-3 la mejor de las cuatro, mientras que en Corazén, Cancer e lonosfera ha sido 4-2 la
que ha obtenido mejores resultados respecto a las otras tres combinaciones. De esta forma, al igual
gue sucede en el astrocito bioldgico, vemos que los pardametros éptimos de iteracidn-activacion
dependen del problema analizado y de las condiciones iniciales (conjunto de datos y poblacién inicial

de individuos elegidos).

Una vez establecido que en arquitecturas de una sola capa oculta la mejor de las cuatro
combinaciones iteracién-activacion de la RNGA obtiene de forma significativa mejores porcentajes
de acierto medio en test que la RNA en tres de los cuatro problemas (en Corazén el porcentaje de
acierto de RNA es mayor, pero la diferencia no es significativa) y aplicando el algoritmo neuroglial de
potenciacion, se expondran a continuacidn los resultados de aplicar el algoritmo neuroglial de

depresion de conexiones a los mismos problemas y arquitecturas de una sola capa oculta.

4.2.1.2 RESULTADOS DEPRESION

4.2.1.2.1 Flor de Iris

Los dos graficos siguientes muestran la evolucion del porcentaje de acierto en test y en
entrenamiento (Figura 4.15, izquierda y derecha respectivamente) para un Unico conjunto de
entrenamiento y poblacién (conjunto 2, poblacidn 7). Se observa cémo, mientras el porcentaje de
acierto en test de la RNA permanece estancado practicamente desde el inicio del entrenamiento, el
alcanzado por la RNGA se incrementa en los primero minutos hasta ser claramente superior al

obtenido por la RNA. Esto mismo es aplicable al porcentaje de acierto en entrenamiento.
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Figura 4.15 Flor de Iris: ejemplo representativo (poblacion 7 - conjunto 2) evolucién porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3)-depresion frente al tiempo de entrenamiento

Se muestra ahora la evolucién del porcentaje de acierto medio en entrenamiento y test (Figura 4.16)
obtenido por la RNA y la RNGA (6-3) frente al tiempo de entrenamiento. Como puede observarse,
desde el primer minuto la RNGA consigue mejores porcentajes de acierto que la RNA, tanto para test

como para entrenamiento.
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Figura 4.16 Flor de Iris: porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de RNA y
RNGA (6-3) depresién frente al tiempo de entrenamiento. Los valores representan la media + E.E.M

En la Tabla 4.5, se muestran los resultados alcanzados por la RNA y las RR.NG.AA. en este problema.
Analizando estos datos de test, se observa cdmo las RR.NG.AA obtienen mejores resultados que la
RNA, con diferencias en la media significativas en la combinacién-iteracién 6-2 y extremadamente
significativas tanto en la combinacién 8-3 como cuando se elige en cada uno de los 100 casos la
mejor de las combinaciones (columna “Mejor”). El resto de combinaciones neurogliales supera
también a la RNA en el porcentaje de acierto medio obtenido en test, pero no se puede asegurar

gue su precision es mayor, al no ser significativas las diferencias con los resultados de la RNA.
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4-2 6-2 6-3 8-3 RNA

Acierto Medio | 1) oo | 4883 | 4673 | 5381 59,48
(%) 43,97

Wilcoxon 7,828E-01)2,181E-03 | 5,713E-02 | 7,099E-11 | 9,540E-17

Acner& ;Vledlo 51,64 57,63 53,84 62,64 66,99

Entrenamiento

50,47

Wilcoxon 5,412E-01 | 3,966E-07 | 3,865E-02 1,637E-12  4,123E-17

Tabla 4.5 Flor de Iris: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA depresion (4-2,
6-2, 6-3, 8-3 y mejor) frente a RNA

4.2.1.2.2 Corazon

Los dos graficos siguientes muestran la evolucidn del porcentaje de acierto en test y en
entrenamiento (Figura 4.17, izquierda y derecha respectivamente) para un Unico conjunto de
entrenamiento y poblacidén (conjunto 3, poblacidn 8). El porcentaje de acierto en entrenamiento
obtenido por la RNGA (6-3) es superior en los primeros instantes, pero conforme avanza el tiempo
de entrenamiento, el porcentaje alcanzado por la RNA acaba siendo superior. El porcentaje de

acierto en test de la RNGA, sin embargo, es superior al obtenido por la RNA a lo largo de todo el eje

temporal.
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Figura 4.17 Corazon: ejemplo representativo (poblacion 8 - conjunto 3) evolucién porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3)-depresion frente al tiempo de entrenamiento

Se muestra ahora, para este problema, la evolucidon del porcentaje de acierto medio en

entrenamiento y test (Figura 4.18, izquierda y derecha respectivamente) obtenido por la RNA y la
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RNGA (6-3) frente al tiempo de entrenamiento. Como puede observarse, a lo largo de todo el
entrenamiento el porcentaje de acierto medio en entrenamiento alcanzado por la RNGA es
ligeramente superior al obtenido por la RNA. En cuanto a la evolucidn del porcentaje de acierto
medio en test, los valores alcanzados por ambos tipos de red son muy similares, permaneciendo

estables desde el inicio del entrenamiento.
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Figura 4.18 Corazon: evolucién porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de
RNA y RNGA (6-3) depresion frente al tiempo de entrenamiento. Los valores representan la media + E.E.M

En la Tabla 4.6 se muestran los resultados alcanzados por la RNA y las RR.NG.AA. en este problema.
Observando los resultados de test, se aprecia cdmo de nuevo al elegir la mejor de las
combinaciones, la RNGA supera a la RNA en porcentaje de acierto medio en test de forma
extremadamente significativa. Sin embargo, para las combinaciones neurogliales 8-3 y 6-2, el
porcentaje de acierto medio en test obtenido por la RNA es significativamente superior al obtenido

por las RR.NG.AA.

4-2 6-2 6-3 8-3 RNA
Acierto Medio| o, .5 | 7928 | 8025 | 7850 | 82,34
(%) 80,19
Wilcoxon |9 306E-01|7,245E-03 | 8,857E-01 | 2,333E-05 | 6,541E-08
p AciertoMedio| g9 93 | 9067 | 90,03 | 9062 | 90,84
Entrenamiento (%) 88,59
Wilcoxon | 2,655E-08 | 8,356E-12 | 3,601E-08 | 3,914E-12 | 8,098E-12

Tabla 4.6 Corazon: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA depresion (4-2, 6-

2, 6-3, 8-3 y mejor) frente a RNA
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4.2.1.2.3 Cancer de Mama

En los dos graficos siguientes, se muestra para el problema de Cancer de Mama la evolucién del
porcentaje de acierto en entrenamiento y test (Figura 4.19, izquierda y derecha respectivamente)
frente al tiempo de entrenamiento en un caso representativo (conjunto de patrones 6, poblacion
inicial 10). Se observa que, tanto en entrenamiento como en test, el porcentaje de acierto obtenido

por la RNGA (6-3) es superior al obtenido por la RNA a lo largo de todo el eje temporal.
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Figura 4.19 Cdncer: ejemplo representativo (poblacién 10 — conjunto 6) evolucién porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3)- depresién frente al tiempo de entrenamiento

Se muestra ahora, para este problema, la evolucion del porcentaje de acierto medio en
entrenamiento y test (Figura 4.20, izquierda y derecha respectivamente) obtenido por la RNA y la
RNGA (6-3) frente al tiempo de entrenamiento. Como puede observarse, la evolucidn del porcentaje
de acierto en entrenamiento y test es muy similar en ambos tipos de redes, incrementandose
siempre a medida que avanza el tiempo. Ademads, tanto en entrenamiento como en test, la RNGA

obtiene mejores porcentajes de acierto medio que la RNA desde el primer instante.
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Figura 4.20 Cdncer: porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de RNA y RNGA(
6-3)-depresion frente al tiempo de entrenamiento. Los valores representan la media + E.E.M
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En la Tabla 4.7, se muestran los resultados alcanzados por la RNA y las RR.NG.AA. en este problema.
Analizando sus datos, se observa que las RR.NG.AA. obtienen un mejor porcentaje de acierto en test
no solo cuando se elige la mejor de las combinaciones en los 100 casos, sino en todas y cada una de
las cuatro combinaciones de iteracidn-activacion analizadas, con diferencias en el acierto medio de

la RNA y la RNGA extremadamente significativas.

RNGA
4-2 6-2 6-3 8-3 RNA

R 37,71 89,24 | 88,68 89,92 90,60
(%) 85,11

Wilcoxon  (4,276E-15|6,462E-16 | 1,021E-14 | 7,382E-17 | 2,553E-17

J Acterto Medio| o355 | 9480 | 9431 | 9508 | 9512
Entrenamiento (%) 90,43

Wilcoxon | 6,888E-18 | 3,863E-18 | 4,792E-18 | 8,237E-18 | 5,659E-18

Tabla 4.7 Cdncer: porcentaje acierto medio y valores significacion test Wilcoxon (n=100) RNGA depresion (4-2, 6-2,
6-3, 8-3 y mejor) frente a RNA

4.2.1.2.4 Ionosfera

En los dos graficos siguientes, se muestra para el problema de lonosfera la evolucién del porcentaje
de acierto en entrenamiento y test (Figura 4.21, izquierda y derecha respectivamente) frente al
tiempo de entrenamiento en un caso representativo (conjunto de patrones 2, poblacién inicial 3). Se
observa que el porcentaje de acierto en entrenamiento obtenido por la RNGA (6-3) es superior al
obtenido por la RNA a lo largo de todo el eje temporal, siendo mas acusada la diferencia en los
primeros minutos del entrenamiento. Un comportamiento similar se observa en el porcentaje de
acierto en test, donde la RNGA supera a la RNA, aunque a medida que avanza el tiempo de

entrenamiento los resultados de test de ambos tipos de red se van igualando.
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Figura 4.21 lonosfera: ejemplo representativo (poblacion 3 - conjunto 2) evolucion porcentaje de acierto
entrenamiento (izquierda) y test (derecha) de RNA y RNGA (6-3)-depresion frente al tiempo de entrenamiento

Se muestra ahora, para este problema, la evolucién del porcentaje de acierto medio en
entrenamiento y test (Figura 4.22, izquierda y derecha respectivamente) obtenido por la RNA y la
RNGA (6-3). Como puede observarse, la evolucion del porcentaje de acierto medio en
entrenamiento es muy similar en la RNA y la RNGA, incrementandose en ambos casos a lo largo de
todo el periodo de entrenamiento. Tanto en entrenamiento como en test, en todo momento los

porcentajes de acierto medio obtenidos por la RNA son superiores a los obtenidos por la RNGA.

0 5 10 15 20 25100 200
Tiempo (minutos)

Figura 4.22 lonosfera: porcentaje acierto medio (n=100) entrenamiento (izquierda) y test (derecha) de RNA y
RNGA (6-3) depresion frente al tiempo de entrenamiento. Los valores representan la media + E.E.M

En la Tabla 4.8, se muestran los resultados alcanzados por la RNA y las RR.NG.AA. en este problema.
Se observa que la RNA obtiene mejores resultados que las cuatro combinaciones neurogliales
analizadas, con diferencias en las medias extremadamente significativas. Sin embargo, aunque el
porcentaje de acierto en test de la RNA supera en cuatro décimas al obtenido por la mejor
combinacion neuroglial, la diferencia no es significativa, por lo que no puede afirmarse que la

precision de la RNA sea mayor que la de la RNGA.
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4-2 6-2 6-3 8-3 RNA

Acnertg Medio 76,22 76,48 75,73 73,6 79,66
(%) 79,87

Wilcoxon 6,137E-08 | 5,487E-09 | 1,034E-09 (3,276E-14|5,172E-01

o |AeEe R | 86,88 85,88 8295 | 8832
Entrenamiento (%) 88,22

Wilcoxon 3,084E-04 | 8,399E-03 | 5,460E-06 | 1,524E-13 | 6,557E-01

Tabla 4.8 lonosfera: porcentaje acierto medio entrenamiento y valores significacion test Wilcoxon (n=100) RNGA
depresion (4-2, 6-2, 6-3, 8-3 y mejor) frente a RNA

4.2.1.2.5 Comparativa de los cuatro problemas

En los dos graficos siguientes (Figura 4.23, izquierda y derecha respectivamente), se observa en una
arquitectura con una Unica capa oculta, el porcentaje de acierto medio en entrenamiento y test
obtenido en la resolucién de los cuatro problemas tratados, por: la RNA, la combinacién 6-3 de
RNGA y por la mejor combinacién de RR.NG.AA. Se muestra también en los gréficos el nivel de

significacién del test Wilcoxon aplicado a las respectivas diferencias entre los aciertos obtenidos.
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Figura 4.23 Depresion 1 capa oculta global: porcentaje acierto medio entrenamiento y test (izquierda y derecha,
respectivamente; n=100) RNA vs. RNGA (6-3) vs. RNGA-mejor resolviendo los cuatro problemas analizados

Observando el grafico de los resultados de test (Figura 4.23, derecha), la mejor de las combinaciones
en los 100 casos (barra negra) de RNGA supera de forma significativa a la RNA en tres de los cuatro

problemas: Flor de Iris, Corazén y Cancer de Mama. En el caso del problema de lonosfera, aunque el
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porcentaje de acierto medio en test obtenido por RNA supera ligeramente al obtenido por la RNGA,
la diferencia no es significativa, por lo que la RNA y la RNGA estarian igualadas. En cuanto al
porcentaje de acierto medio en entrenamiento (Figura 4.23, izquierda), el obtenido por la mejor
combinacidon de RNGA es significativamente superior al alcanzado por la RNA en tres de los cuatro

problemas. En lonosfera la diferencia de resultados no es significativa.

Si se analizan los resultados de la combinacién iteracién-activacion 6-3, que se muestra en los
graficos en rojo, la precisidon en test de la RNGA es significativamente superior a la de la RNA para el
problema de Cancer, mientras que para el problema de lonosfera, la de la RNA es significativamente
mayor. En Corazon e Iris, aunque el porcentaje de acierto medio en test de la RNGA es superior, las
diferencias no son significativas, asi que la RNA y la RNGA estarian igualadas. Por tanto, la precision
en test de la RNA sdlo seria superior a la de la RNGA (6-3) de forma significativa en el problema de
lonosfera. En cuanto al porcentaje de acierto medio en entrenamiento, los resultados obtenidos por
RNGA 6-3 son significativamente mejores en todos los problemas excepto en lonosfera, donde la

RNA es significativamente superior.

Al igual que sucedia en potenciacidn, observando las tablas de resultados puede apreciarse cémo la
combinacidon neuroglial de iteracién-activacién que mejores resultados obtiene depende del
problema. Asi, para Corazoén es la 4-2, para Flor de Iris y Cancer de Mama, la 8-3 y para lonosfera la

6-2.
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Conclusiones resultados de una sola capa oculta:

Del analisis de los resultados de aplicar tanto glia-depresién como glia-potenciacidn a redes de una

Unica capa oculta se pueden extraer las conclusiones que se listaran a continuacion. Todas ellas

estan en concordancia con lo observado en el cerebro y lo que se conoce de la plasticidad sinaptica y

sinapsis tripartita, expuesto en el capitulo 2.1 Antecedentes bioldgicos:

Las RR.NG.AA., aplicando el algoritmo glial de potenciacion de conexiones, han
demostrado ser superiores a las RNA con diferencias extremadamente significativas en
el porcentaje de acierto medio en test en tres de los cuatro problemas (Flor de Iris,
Cancer e lonosfera) cuando se elige la mejor combinacion neuroglial de iteracién-
activacion en los cien casos analizados.

Las RR.NG.AA., aplicando el algoritmo glial de depresién de conexiones, han demostrado
ser superiores a las RNA con diferencias extremadamente significativas en el porcentaje
de acierto medio en test en tres de los cuatro problemas (Flor de Iris, Corazén y Céncer)
cuando se elige la mejor combinacién neuroglial de iteracién-activacion en los cien casos
analizados.

De los dos puntos anteriores se extrae que el algoritmo neuroglial que produce mejores
resultados depende del problema analizado (potenciaciéon en el caso de lonosfera,
depresion en los otros tres problemas). Esto mismo sucede en el cerebro, donde se sabe
qgue en los procesos de memoria y aprendizaje unos caminos sindpticos se refuerzan
(comportamiento emulado en el algoritmo glia potenciacidn) y otros se debilitan (glia
depresion). Es mas facil retener conceptos relacionados con otros ya residentes: a
medida que se incorporen nuevos conceptos, las conexiones no reforzadas se debilitardn
relativamente respecto a las que si se refuerzan, en lo que se denomina olvido
fisiolégico.

La combinaciéon neuroglial de iteracidn-activacion que obtiene mejores resultados
depende del problema. De esta forma, al igual que sucede biolégicamente, los
pardmetros 6ptimos de iteracidn-activacion dependen del problema analizado y de las

condiciones iniciales (conjunto de patrones y poblacidn inicial elegidos).

Una vez comprobada la eficiencia de las RR.NG.AA. de una Unica capa oculta, se procede a detallar

los resultados obtenidos para arquitecturas de red de mas de una capa oculta. Esto permitira

comprobar si la mejora en los resultados obtenidos por las RR.NG.AA. se incrementa a medida que la

complejidad de la red aumenta. De esta forma, se pretende validar si los astrocitos artificiales se

comportan como los naturales, cuyo papel es mas relevante en las zonas mas complejas del cerebro.
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4.2.2 Andlisis del rendimiento de las RR.NG.AA. en arquitecturas de

complejidad creciente: arquitecturas de dos y tres capas ocultas.

Para el analisis de los resultados obtenidos aplicando tanto el algoritmo de potenciacidn como el de

depresion, se mostraran dos tipos de graficos:

Para cada problema, gréficos comparativos de los porcentajes de acierto medio en
entrenamiento y test (media de los 100 casos + E.E.M) obtenidos aplicando RR.NN.AA. y
RR.NG.AA. de una, dos y tres capas ocultas en la resolucién del problema, junto con el nivel
de significacion de las diferencias en dichos porcentajes. De esta forma, se estudiara para
cada problema el impacto de los astrocitos en tres redes con diferentes capas ocultas. Las
arquitecturas de red de una, dos y tres capas ocultas utilizadas en la resolucién de cada
problema pueden verse en la Tabla 3.2, Tabla 3.3 y Tabla 3.4 del capitulo 3. Solucidn
Propuesta.

Para poder estimar el efecto astrocitico independientemente del problema, se ha definido
un “indice de rendimiento” como el ratio entre los porcentajes de acierto medio de la RNGA
y su correspondiente RNA. Un indice >1 indicaria que los resultados de la RNGA superan a
los de la RNA. En un Unico grafico se mostrardn, de forma agrupada para los cuatro
problemas, los ratios de las cuatro combinaciones de RR.NG.AA. vs RR.NN.AA. frente al
numero de capas ocultas. En este mismo grafico, se mostrara para cada capa la media +
E.E.M. de los ratios (n=16, 4 problemas x 4 combinaciones neurogliales), lo cual permitira
observar la tendencia en el indice de rendimiento a medida que el nimero de capas ocultas

crece.

4.2.2.1 RESULTADOS POTENCIACION

La Figura 4.24 muestra para cada problema los porcentajes de acierto medio de entrenamiento y

test de RNA frente a RR.NG.AA. (6-3)- potenciacidn en funcidn del nimero de capas ocultas:
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Figura 4.24 Andlisis complejidad global potenciacion: acierto medio entrenamiento y test (izquierda y derecha,
respectivamente; n=100) de RNA y RNGA (6-3) con 1, 2 o 3 capas ocultas en la resolucion de los cuatro problemas

analizados
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En el problema de lonosfera, puede observarse como el porcentaje de acierto medio en test
aumenta a medida que la complejidad de la red crece, siendo las diferencias entre la RNA y la RNGA

muy significativas para 1, 2 y 3 capas ocultas.

Para el problema de Cancer, la RNGA con 2 capas mejora de forma sustancial los resultados de test
de la RNGA con una Unica capa oculta. Sin embargo, la RNGA con 3 capas empeora respecto a dos
capas, aunque sus resultados siguen siendo mejores que los obtenidos por la de una capa. En el
problema de Iris sucede algo similar a Cancer: la RNGA obtiene mejores porcentajes de acierto en 2
que en 3 capas, pero las diferencias con la RNA no son significativas, mientras que para la
arquitectura de 1 capa oculta si lo son. En Corazdn los resultados de 2 capas no son mejores que los

de una, pero los de 3 capas si superan a los de 1y 2 capas.

A continuacion (Figura 4.25), se presenta el grafico de los ratios de indice de rendimiento de las
cuatro combinaciones neurogliales de RR.NG.AA-potenciacién frente a la RNA, y la tendencia (en

rojo) en la media de los indices de rendimiento o acierto de las RR.NG.AA a medida que el nimero

de capas ocultas crece:
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Figura 4.25 indices de rendimiento potenciacion (valores RNGA relativos a valores RNA) en entrenamiento y test
(izquierda y derecha respectivamente) frente al nimero de capas ocultas de la red. Los circulos rojos simbolizan la
media de los valores de los indices de las cuatro combinaciones neurogliales y los cuatro problemas (n=16). Los
valores representan la media + E.E.M

En la Figura 4.25 (derecha) se observa cdmo la tendencia en la media de los indices de rendimiento
de test de las cuatro combinaciones (n=16, en rojo) es ascendente, lo cual indica que los resultados
de la RNGA frente a los de la RNA aumentan a medida que la complejidad (nimero de capas ocultas)

de la red crece. Las diferencias entre los resultados de dos capas y una capa son, ademas,

98



Capitulo 4. Evaluacion de las Redes Neurogliales Artificiales

extremadamente significativas, y también lo son las diferencias entre los resultados de tres y una

capa oculta.

4.2.2.2 RESULTADOS DEPRESION

La Figura 4.26 muestra para cada problema los porcentajes de acierto medio de entrenamiento y

test (izquierda y derecha respectivamente) de la RNA frente a la RNGA-(6-3) depresidn, en funcion

del nimero de capas ocultas de la red:
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Figura 4.26 Andlisis global complejidad depresion: acierto medio entrenamiento y test (izquierda y derecha,
respectivamente; n=100) de RNA y RNGA (6-3) con 1, 2 o 3 capas ocultas en la resolucion de los cuatro problemas

analizados
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En el problema de corazén, se observa que el porcentaje de acierto medio en entrenamiento
(izquierda) de la combinacidén neuroglial 6-3 de RNGA, aun siendo superior al obtenido por la RNA,
no se incrementa cuando aumenta el nimero de capas ocultas. En el caso del porcentaje de acierto
en test (derecha), la diferencia entre la RNA y la RNGA en una y dos capas ocultas no es significativa,

pero en tres capas los resultados de la RNA son significativamente superiores a los de la RNGA.

Para el problema de Iris, el porcentaje de acierto medio en entrenamiento obtenido por la RNGA se
incrementa con el aumento en el nimero de capas ocultas. En cuanto al porcentaje de acierto medio
en test, el obtenido por la RNGA de una y dos capas es superior al obtenido por la RNA, pero no de
forma significativa. En tres capas, la precisién de la RNGA es superior de forma extremadamente

significativa.

Para el problema de Céncer, el porcentaje de acierto medio en entrenamiento obtenido por la RNGA
6-3 si se incrementa con el nimero de capas ocultas. No sucede lo mismo con el de test, donde los

resultados de 2 capas no mejoran a los de una capa, aunque los de 3 capas si los superan.

En el caso de lonosfera, los resultados de test de la RNGA con dos capas son muy superiores a los
de una capa, superando a los de la RNA. Sin embargo, los de tres capas, aun siendo mejores que los
de una capa, son inferiores a los de la RNGA con dos capas y también a los obtenidos por la RNA con

dos capas.

Se observa en la Figura 4.27, cémo la tendencia en la media de los indices de rendimiento de
entrenamiento y test de los cuatro problemas y las cuatro combinaciones neurogliales(n=16, en rojo)
asciende de una a dos capas ocultas, para descender después de dos a tres capas. Sin embargo, el
analisis estadistico de las diferencias entre las medias de los porcentajes de acierto de las RR.NG.AA.
con una, dos y tres capas ocultas arroja que no son significativas. Por ello, al contrario de lo que
sucede en potenciacion, en depresidn no se puede afirmar que haya un incremento en la eficacia de

las RR.NG.AA. a medida que aumenta la complejidad (nUmero de capas ocultas) de la red.
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Figura 4.27 indices de rendimiento depresién (valores RNGA relativos a valores RNA) de acierto en entrenamiento
y test (izquierda y derecha, respectivamente) frente al nimero de capas ocultas de la red. Los circulos rojos
simbolizan la media de los valores de los indices de las cuatro combinaciones neurogliales y los cuatro problemas
(n=16). Los valores representan la media + E.E.M

4.2.3 Comprobacion de que los cambios en el rendimiento de las
RR.NG.AA. son debidos a los astrocitos artificiales y no a la

presencia de mds elementos de procesado

Dado que la mejora en el rendimiento de las RR.NG.AA. frente a las RR.NN.AA. podria no ser
especificamente debida a los astrocitos, sino a la presencia de elementos de procesado adicionales
en la red, se ha comprobado si introduciendo nuevas neuronas en las RR.NN.AA. se consigue una
mejora similar. Se han analizado los porcentajes de acierto medio de RR.NN.AA con diferentes
arquitecturas y diferente nimero de neuronas. Asi, se han disefiado RR.NN.AA. con una, dos o tres
capas ocultas (RR.NN.AA.1, RR.NN.AA.2 y RR.NN.AA.3) y con 44, 87 y 87 neuronas (Figura 4.28). En
tres de los cuatro problemas (Cancer, Corazdn e Iris) no se han encontrado diferencias significativas
entre las distintas RR.NN.AA. (Figura 4.29 a) y b)). En el problema de lonosfera, RR.NN.AA.3 y
RR.NN.AA.2 obtienen mejores porcentajes de acierto medio en test que RR.NN.AA.1, pero son mas
bajos en RR.NN.AA.3 que en RR.NN.AA.2, la cual tiene el mismo nimero de neuronas pero diferente
arquitectura. Esto es inconsistente con un incremento en el porcentaje de acierto a medida que el
numero de neuronas se incrementa. Asi mismo, no se observa ninguna tendencia en los tiempos de

entrenamiento y test (Figura 4.30). Estos resultados sugieren que la diferencia entre el rendimiento
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de las RR.NN.AA. y las RR.NG.AA. no puede ser causada por el incremento en el nimero de

neuronas, sino que es especificamente debida a la presencia de astrocitos.

a)
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Medio Entrenamiento (%)

b)
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Figura 4.28 Dibujo esquemadtico representando el disefio de las RR.NN.AA. analizadas con diferente numero de
neuronas y diferentes arquitecturas
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Figura 4.29 Porcentaje acierto medio (n=100) de acierto en entrenamiento (a) y test (b) de RNA1, RNA2 y RNA3
para cada problema analizado. Los valores representan la media * E.E.M.
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Figura 4.30 Tiempos medios de entrenamiento y test (izquierda y derecha respectivamente; n=100) de RNA1, RNA2
y RNA3 para cada problema analizado. Los valores representan la media * E.E.M.

4.2.4 Comparativa global de resultados

A continuacién, y a modo de resumen, se mostrard para los cuatro problemas tratados una
comparativa global de los resultados alcanzados por las RR.NN.AA. frente a las RR.NG.AA.-
potenciacion y a las RR.NG.AA.-depresidn, con una, dos y tres capas ocultas. El nivel de significacién
de la diferencia entre el resultado medio alcanzado por cada combinacién neuroglial y la RNA se
indica, como en el resto de graficos del capitulo, mediante el numero de asteriscos (*) en la

correspondiente celda.

La Tabla 4.9 muestra el porcentaje de acierto medio de test obtenido por los algoritmos neurogliales
de depresién y potenciacién. Se observa cdmo, en ninguna de las tres arquitecturas analizadas para
cada problema, las RR.NN.AA. superan de forma significativa a las RR.NG.AA.: al aplicar potenciacién
las RR.NG.AA, son significativamente superiores excepto en Corazén 1y 3 capas ocultas; al aplicar
depresion, las RR.NG.AA son significativamente superiores excepto en lonosfera 1 y 3 capas ocultas.
Cabe destacar ademas que, si se comparan los dos algoritmos neurogliales, depresidn obtiene
mejores porcentajes medios de test que potenciacidon en todos los problemas excepto en el de
lonosfera. Esto, como ya se habia comentado, parece indicar que el algoritmo neuroglial dptimo es

dependiente del problema y complejidad de la red.
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Tabla 4.9 Comparativa global porcentaje acierto medio test RR.NN.AA. vs. RR.NG.AA.: potenciacién/depresion

De forma analoga a la Tabla 4.9, se muestra ahora en la Tabla 4.10 el porcentaje de acierto medio en
entrenamiento obtenido por los algoritmos neurogliales de depresién y potenciacion. Los resultados
obtenidos por la mejor combinacién de RR.NG.AA.-potenciacién son significativamente superiores
en las doce redes analizadas (4 problemas x 3 arquitecturas) y los obtenidos por RR.NN.AA.-
depresion lo son también, excepto en lonosfera 1 y 3 capas. Comparando los dos algoritmos
neurogliales, depresién obtiene mejores porcentajes de acierto medio de entrenamiento que
potenciacion en los problemas Cancer e Iris; en lonosfera y Corazén, depende de la arquitectura de

red analizada.
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Tabla 4.10 Comparativa global porcentaje acierto medio entrenamiento RR.NN.AA vs. RR.NG.AA:
potenciacién/depresién

Aungue, como acaba de mostrarse en las Tabla 4.9 y Tabla 4.10, la mejor combinacién neuroglial
obtiene mejores porcentajes de acierto tanto en entrenamiento como en test en todos los
problemas y arquitecturas, centrandose en los resultados de la combinacién 6-3 se observa que esto
ya no se cumple. Para poder analizar los resultados globales de esta combinacidn neuroglial, se han
enfrentado en un mismo grafico (para cada arquitectura de red por separado) los porcentajes de
acierto en entrenamiento y test obtenidos para los cuatro problemas por las RR.NG.AA.(6-3)-

potenciacion y las RR.NN.AA.

La Figura 4.31 muestra el porcentaje de acierto medio en entrenamiento y test de las RR.NG.AA.(6-
3)-potenciacion frente al obtenido por las RR.NN.AA y la mejor combinaciéon de RNGA. Se observa
cémo, en todos los problemas y arquitecturas (excepto en Flor de Iris 1 capa), las RR.NG.AA.
consiguen mejores porcentajes de acierto medio en entrenamiento. Sin embargo, el porcentaje de
acierto medio en test de las RR.NG.AA (6-3) frente a las RR.NN.AA. muestra mas variabilidad

dependiendo del problema. Asi, la RNGA alcanza mejores resultados que la RNA en las tres
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arquitecturas de lonosfera, y también en Cancer 2 y 3 capas. En Corazén es la RNA quien obtiene
mejores porcentajes de acierto en las tres arquitecturas. Para Iris, las diferencias de resultados sélo

son significativas a favor de la RNA en el caso de 1 capa.
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Figura 4.31 Estudio global complejidad potenciacion: % acierto medio entrenamiento y test (izquierda y derecha,
respectivamente; n=100) de RR.NN.AA. y RR.NG.AA. con 1,2 y 3 capas ocultas en los 4 problemas

Se muestran, a continuacion (Figura 4.32), los mismos graficos, pero para los resultados obtenidos
por RR.NG.AA. (6-3)-depresion. Puede observarse cémo, al igual que en potenciacidn, el porcentaje
de acierto medio de entrenamiento de las RR.NG.AA. es significativamente superior al de las
RR.NN.AA. en todos los problemas y arquitecturas. En cuanto al porcentaje de acierto medio en test,
el obtenido por las RR.NG.AA. 6-3 es también significativamente superior al obtenido por las

RR.NN.AA. en los problemas de Cancer 1, 2 y 3 capas, lonosfera 2 capas e Iris 3 capas. Por el
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contrario, las RR.NN.AA. superan de forma significativa a las RR.NG.AA. en lonosfera 1y 3 capas y
Corazén 3 capas. La mejor combinacion de RNGA supera en todos los problemas de forma

significativa a la RNA excepto en lonosfera 1y 3 capas.
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Figura 4.32 Estudio global complejidad depresion: % acierto medio entrenamiento y test (izquierda y derecha,
respectivamente; n=100) de RR.NN.AA. y RR.NG.AA. con 1,2 y 3 capas ocultas en los 4 problemas
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Todo estos resultados demuestran la influencia astrocitica sobre las redes artificiales. Dicha
influencia es dependiente tanto del problema como de la complejidad de la red analizada. Puede
concluirse que, al igual que sucede con las sinapsis bioldgicas, reguladas por multiples factores de
ajuste muy preciso, para obtener los resultados mas favorables es necesario ajustar, en cada caso,
tanto el algoritmo neuroglial utilizado (potenciacidon o depresion) como los parametros de fuerza

astrocitica (iteracion-activacién).

4.2.5 Metodologia de comunicacion entre astrocitos

En el apartado 3.1.4 del capitulo Solucion Propuesta, se plantearon varias posibilidades para
incorporar a las RR.NG.AA. la comunicacion entre astrocitos, ya que en las RR.NG.AA. analizadas en

esta tesis sélo se ha contemplado la comunicacidn bidireccional astrocito-neurona.

Para abordar la integracién de esta comunicacién inter-astrocitica en las RR.NG.AA, se ha
considerado adecuado, por sencillez al ser una primera aproximacién, abordar su disefio
modelizando la primera de las opciones planteadas: 1 Red de astrocitos + algoritmo neuroglial. En
esta posibilidad de comunicacién, los astrocitos actuarian a nivel individual (comportamiento
reproducido en las RR.NG.AA disefiadas hasta ahora), pero también de forma combinada. Si el
astrocito que monitoriza la neurona N; se activa, los pesos de las conexiones salientes de la neurona
N;se modificardn una primera vez segun las reglas establecidas en el algoritmo neuroglial aplicado
(glia atenuacion, depresion |, etc.). Pero, si ademds se activa el astrocito de la neurona y Nj destino,

los pesos de la conexion entre N; y N se modificardn una segunda vez.

Por tanto, a la hora de modificar por segunda vez los pesos de una conexion no sélo se tendra en
cuenta la activacidn del astrocito que monitoriza la neuronalN; origen de la conexién, sino que

también debera activarse el astrocito que monitoriza la neurona destino.

La modificacion de pesos realizada por el astrocito individualmente dependerd del algoritmo
neuroglial que se utilice (Glia atenuacidon, Depresion |, etc.). Para la segunda modificacién, causada
por la activacion simultanea de los dos astrocitos, se han considerado dos aproximaciones que daran

lugar a dos nuevos algoritmos neurogliales:
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e En la primera aproximacion, cuando los dos astrocitos que delimitan la conexién se activan, se
incrementa en un porcentaje a el peso de la conexidn; si no se activan los dos astrocitos a la vez,
se decrementa en un porcentaje b el peso de esa conexion. En la Figura 4.33 se esquematiza
este comportamiento (el centro del astrocito en rojo simboliza que se ha activado) y se
muestran las féormulas del nuevo algoritmo neuroglial. La funcién r;(t) que representa el
contador de activaciones del astrocito, se definird en funcién del algoritmo neuroglial con el que

se combine (ver formulas Glia Atenuacion y Depresion | de los apartados 3.1.1.1y 3.1.1.2).

ut | aye dden laver Cutput lays
Input layer Hidden |aye Jutput | aver W, (t + At) =w, (t) + Aw, (r)’

Ao wy(Ewat) 14 =
T B, (©) = I 120
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ri(t) =u and () =n,
en otro caso

SR |-

-‘:\a—;[tvt:ét) b

Aw(t) =0

- owm Aw(t) <0

Figura 4.33 Red astrocitos + algoritmo glial: refuerzo y depresion

A continuacion se muestra el pseudocddigo de este algoritmo neuroglial, donde A; es el astrocito

origen, A; el astrocito destino y N; la neurona monitorizada por el astrocito 4;:
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(...)
para cada individuo
{
para cada patron
{
para cada iteracion
{
procesar patron
evaluar patrén con la red
Actualizar contador de activaciones de los astrocitos A
Si (ContadorActivaciones(A;) =umbral) Entonces
{
Incrementar/decrementar pesos conexiones salientes de la neurona N; segin el
algoritmo neuroglial aplicado;
Si (ContadorActivaciones(A j)=umbral) Entonces
{
Incrementar pesos conexién N;_N; en un porcentaje a
}
Sino
{
Decrementar pesos conexién N;_N; en un porcentaje b
}
}
Si no
{
Incrementar/decrementar pesos conexiones salientes de la neurona N; segin el
algoritmo neuroglial aplicado;
}
}
}
}
(...)
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e La segunda aproximacion consiste en incrementar en un porcentaje a el peso de la conexién
delimitada por los dos astrocitos cuando ambos se activan a la vez, pero no modificar el peso
de la conexién en caso contrario. El esquema de funcionamiento y las férmulas se
representan en la Figura 4.34. Al igual que en el caso anterior, la funcién r;(t) que
representa el contador de activaciones, se definira en funcién del algoritmo neuroglial con el

gue se combine.

Hidden layer Output layer

wi £+ A) = wy (£) + Aw(t),

e A, (8) = [, @©)12(0)

ol [: r(t) =y and 1) =yu,

en otro caso

Awlz) >0

Aw; () =10

Figura 4.34 Red astrocitos + algoritmo glial: solo refuerzo

Se muestra a continuacion el pseudocddigo correspondiente a este algoritmo neuroglial:
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(...)
para cada individuo
{
para cada patron
{
para cada iteracion
{
procesar patron
evaluar patrén con la red
Actualizar contador de activaciones de los astrocitos A
Si (ContadorActivaciones(A;) =umbral) Entonces
{
Incrementar/decrementar pesos conexiones salientes de la neurona N; segin el
algoritmo neuroglial aplicado;
Si (ContadorActivaciones(A j)=umbral) Entonces
{
Incrementar pesos conexién N;_N; en un porcentaje a
}
Sino
{
No realizar ninguna modificacion
}
}
Sino
{
Incrementar/decrementar pesos conexiones salientes de la neurona N; segiin el
algoritmo neuroglial aplicado;
}
}
}
}
(...)
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En funcidon de los resultados que se obtengan de la experimentacidn con estas dos primeras
aproximacion de disefio y funcionamiento de la comunicacidn inter-astrocitica en las RR.NG.AA., se

continuard con la validacion del resto de opciones propuesta en el apartado 3.1.4.
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5. CONCLUSIONES

Los SS.CC. se fundamentan e inspiran en el funcionamiento del SN y permiten resolver problemas de
clasificacién, reconocimiento de patrones, etc. Los SS.CC. actuales estdn compuestos Unicamente de
neuronas artificiales y no tienen en cuenta el comportamiento de ninguna otra célula del SN.
Recientemente, se ha demostrado que en el cerebro los astrocitos del sistema glial juegan un papel
esencial en el procesamiento de la informacién (Perea & Araque, 2007a; Perea, Navarrete & Araque,
2009; Navarrete & Araque, 2010; Volterra et al., 2014; Araque et al.,, 2014), existiendo una
comunicacion bidireccional entre astrocitos y neuronas y entre los propios astrocitos. Esto ha
llevado a sugerir que la actividad cerebral depende de la actividad de redes neurogliales. Sin
embargo, auin no se conoce con exactitud de qué manera actian los astrocitos del cerebro e incluso
existe cierta controversia sobre su papel fundamental (Araque et al., 2014). Considerando esta
cuestion, en esta tesis se han incorporado por primera vez astrocitos artificiales a SS.CC. multicapa,
conectadas hacia delante, sin conexiones laterales, totalmente conectadas y entrenadas mediante
AA.GG., modelizando su comportamiento mediante distintos algoritmos neurogliales y llevando a
cabo un andlisis exhaustivo de la eficacia de estas nuevas RR.NG.AA frente a los mismos SS.CC. pero
sin astrocitos. Los resultados del andlisis presentado en esta tesis, validan el funcionamiento de las

RR.NG.AA. y permiten proponer su utilizacién como un nuevo modelo de SC.

La presente investigaciéon ha permitido, al mismo tiempo, probar en SS.CC. fenémenos cerebrales
gue aun no han sido demostrados, siendo los resultados obtenidos coherentes con las hipétesis
bioldgicas en las que se basa esta tesis. Se ha ideado ademads, una metodologia de comunicacién
entre astrocitos artificiales, basada en la comunicacidn que se produce entre ellos en el SNC. Se trata
por tanto de una investigacién multidisciplinar y simbidtica entre los campos de la Neurociencia y de

la IA.
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Para efectuar el analisis de la eficiencia de las RR.NG.AA., se ha realizado una comparativa de los
resultados obtenidos por ambos tipos de redes al resolver cuatro problemas de clasificacion y
prediccion de diferente complejidad. En el entrenamiento y test de las RR.NG.AA., considerando los
resultados de la experimentacidn con astrocitos en los laboratorios de Neurociencia, se han aplicado
dos tipos de algoritmo glial en funcién de la accidn que ejerzan los astrocitos sobre las conexiones
sindpticas que controlan: un algoritmo de potenciacién o refuerzo de las conexiones neuronales, y

un algoritmo de depresidn o debilitamiento de dichas conexiones.

El uso de la técnica cross-validation 5x2cv ha permitido independizar la diferencia en los resultados
del orden de entrada de los patrones de datos. La utilizacién en cada problema de 10 poblaciones
diferentes de pesos iniciales, ha permitido independizar también los resultados de la aleatoriedad de
los pesos generados. Ademads, todos los pardmetros que entran en juego en la funcionalidad de los
dos tipos de redes se han mantenido idénticos para una adecuada y precisa comparacion. De este
modo, se ha podido conseguir que las diferencias en los resultados de ambos tipos de redes sean
Unicamente atribuibles a la incorporacion de los astrocitos artificiales. Se ha aplicado, ademas, el
test de Wilcoxon de rangos signados a las diferencias de los resultados medios obtenidos por las

RR.NG.AA. y las RR.NN.AA. para establecer su nivel de significacion estadistico.

El estudio se abordd, en una primera fase, comparando los resultados obtenidos por redes de una
sola capa oculta. Tras comprobar que los porcentajes de acierto en test obtenidos por las RR.NG.AA.
superaban a los obtenidos por las RR.NN.AA., en una segunda fase se realizé un estudio sobre la
influencia de los astrocitos artificiales en redes de mayor complejidad, analizando los resultados
obtenidos por las RR.NG.AA. y las RR.NN.AA. en redes con arquitecturas de dos y tres capas ocultas.
Por ultimo y con el objetivo de demostrar que la diferencia en los resultados alcanzados por las
RR.NG.AA. respecto a las RR.NN.AA. no era debida a la adicion de mayor nimero de neuronas
artificiales, sino a las propiedades intrinsecas de los astrocitos artificiales incorporados, para cada
problema se compararon RR.NN.AA. con distintas arquitecturas conteniendo tantas neuronas

adicionales como astrocitos tenia su correspondiente RNGA.

Del analisis de los resultados de la experimentacion realizada y que han sido expuestos con detalle

en el capitulo anterior, se extraen las siguientes conclusiones:

e Se ha demostrado que la eficiencia de las RR.NN.AA. multicapa, conectadas hacia delante, sin
conexiones laterales, totalmente conectadas y entrenadas mediante AA.GG., aumenta al
introducir astrocitos artificiales, lo cual estd de acuerdo y refuerza los recientes hallazgos

experimentales que proponen una participacion directa de los astrocitos en el procesado de la
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informacién en el cerebro, conformando sinapsis tripartitas, con una comunicacidn bidireccional

entre astrocitos y neuronas. Los resultados de la experimentacidon que avalan esta afirmacién

son:

El porcentaje de acierto medio en test obtenido por la mejor combinaciéon de RNGA
aplicando el algoritmo de potenciacién, ha sido significativamente mayor que el
obtenido por las RR.NN.AA. en tres de los cuatro problemas analizados: Iris, Cancer e
lonosfera. En el caso del cuarto problema, Corazon, la diferencia no ha sido significativa.
El porcentaje de acierto medio en test obtenido por la mejor combinaciéon de RNGA
aplicando el algoritmo de depresién, ha sido significativamente mayor que el obtenido
por las RR.NN.AA. en tres de los cuatro problemas analizados; iris, Cancer y Corazén. En

el caso del problema, lonosfera, la diferencia no ha sido significativa.

Se ha demostrado que la mayor eficiencia de las RR.NG.AA. frente a las RR.NN.AA. no es causada

por el simple incremento del nimero de elementos de procesado, sino que es debida a las

propiedades intrinsecas de los astrocitos.

o

Los resultados presentados muestran no sdlo que las RR.NG.AA. obtienen mejor
porcentaje de acierto en test que las respectivas RR.NN.AA. en las que se han sustituido
astrocitos por neuronas, sino también que en las RR.NN.AA. comparadas el porcentaje

de acierto en test no se incrementa a medida que aumenta el niUmero de neuronas.

Se ha demostrado cdmo la mejora en el rendimiento de las RR.NN.AA., inducida por la

potenciacion de las conexiones por parte de los astrocitos artificiales, se incrementa a medida

gue aumenta la complejidad de la red. Este resultado es coherente con el incremento gradual de

la proporcién de glia que se observa al ir avanzando en la escala filogenética.

o

Se observa que, al aplicar potenciacion, la tendencia en la media de los indices de
rendimiento (calculado como el porcentaje de acierto medio en test de la RNGA dividido
entre el porcentaje de acierto medio en test de la RNA) de los cuatro problemas y cuatro
combinaciones iteracién-activacién asciende con el nimero de capas ocultas, siendo las
diferencias extremadamente significativas entre los resultados de una y dos capas, y
también entre los resultados de tres y una capa oculta.

Aplicando depresién, la tendencia en la media de los indices de acierto es ascendente
entre una y dos capas, y descendente entre dos y tres. Sin embargo, ninguna de las
diferencias es significativa, por lo que no puede asegurarse un incremento en la eficacia

en este caso.

El tipo de algoritmo glial (potenciacidon o depresién) que produce mejores resultados depende

del problema analizado. Esto mismo sucede en el cerebro, donde aunque se sabe que en los
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distintos procesos de memoria y aprendizaje unos caminos sindpticos se refuerzan
(comportamiento emulado en el algoritmo glia potenciacidon) y otros se debilitan (glia
depresion), se desconoce bajo qué condiciones uno de estos dos efectos modulatorios tiene
lugar en una red neuronal especifica.

o En la experimentacion se ha visto cdmo en Corazén, Iris e lonosfera (una capa oculta)
aplicando el algoritmo glial de depresion se consiguen mejores resultados que aplicando
potenciacidn, mientras que en lonosfera sucede justo lo contrario: fue al aplicar
potenciacidn cuando se consiguieron los mejores porcentajes de acierto medio en test.

Las propiedades neurona-astrocito (parametros iteracidn-activacion) ajustadas de forma
especifica al problema y conjunto de datos analizados, proporcionan un mejor rendimiento de la
RNGA que cuando se establecen de forma indiscriminada unos valores fijos para esas
propiedades, independientemente del problema tratado. Esto indica que las propiedades de
interaccion en las sinapsis tripartitas son relevantes, y esta en consonancia con la observacion de
que la interaccidon neurona-glia en las sinapsis bioldgicas representa una comunicacién de un
ajuste muy preciso.

o Enlos resultados expuestos puede observarse cdmo para cada test realizado existe una
combinacion neuroglial iteracién-activacidén éptima. Asi, cuando utilizando potenciacién
se han analizado los resultados aplicando la “mejor” combinacién en cada caso, estos
han superado de forma significativa a los obtenidos por las RR.NN.AA. en tres de los
cuatro problemas, aplicando tanto potenciacion como depresion. Sin embargo, al
analizar los resultados de una Unica combinacion neuroglial prefijada de antemano, la 6-
3, los resultados no son concluyentes. Aunque los porcentajes de acierto medio en
entrenamiento alcanzados por las RR.NG.AA. 6-3 han sido superiores a los alcanzados
por las RR.NN.AA. en todos los problemas, no ocurre lo mismo en el caso del porcentaje
de acierto medio en test: aplicando potenciacién sélo han superado de forma
significativa a los obtenidos por las RR.NN.AA. en lonosfera 3 capas y Cancer 1y 2 capas;
aplicando depresidn, las RR.NG.AA. 6-3 han sido superiores de forma significativa en Iris
3 capas, lonosfera 2 capas y Cancer 1, 2 y 3 capas.

Todo esto muestra que, al igual que sucede bioldégicamente, los pardmetros éptimos de
iteracidn-activacion dependen del problema analizado y de las condiciones de partida
(conjunto de datos y poblacidn inicial elegidos).
Se ha disefiado una metodologia que incorpora a los SS.CC. multicapa redes de astrocitos
artificiales que interactian entre si para procesar la informacién, tal y como se piensa que

sucede en el SN bioldgico, donde los astrocitos no sélo se comunican con las neuronas, sino que
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conforman una red en la que se comunican a través de oscilaciones en el nivel de calcio
intracelular. En futuros desarrollos, la implementacion de la metodologia disefiada permitird un

ajuste mas fiel al modelo bioldgico.

Las conclusiones obtenidas son coherentes y refuerzan los hallazgos bioldgicos expuestos en los
antedecentes de esta tesis y serviran como base a la consolidacién de las RR.NG.AA,, las cuales
representan un nuevo concepto en la IA. Los futuros desarrollos de las RR.NG.AA. trataran de ayudar
a mejorar la eficiencia de los SS.CC., asi como a un mejor entendimiento del papel de los astrocitos

en el cerebro.

Actualmente existen muy pocos grupos de investigacion trabajando en este tema vy
fundamentalmente sélo a nivel de modelos computacionales, nunca incorporando los astrocitos a
SS.CC. Esto es un incentivo mds para continuar profundizando en la modelizacién del
comportamiento neuroglial a través de los astrocitos artificiales de los SS.CC.: para los
neurocientificos las RR.NG.AA. son de gran interés, ya que permiten demostrar, desde otro punto de

vista (desde la IA), el procesamiento de informacién cerebral.
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6. FUTUROS DESARROLLOS

Las conclusiones expuestas consolidan las RR.NG.AA. y afianzan las hipdtesis bioldgicas en las que se

ha basado su desarrollo, pero al mismo tiempo abren nuevas lineas de investigacién relacionadas

con la modelizacion de comportamientos astrociticos no considerados hasta ahora, con la

optimizacion de los pardmetros propios de las RR.NG.AA. o con la inclusién de los astrocitos

artificiales en otros tipos de redes distintas a las analizadas en esta tesis. Como futuros desarrollos,

se pretende abordar los siguientes:

Optimizacion de parametros mediante Computacidon Evolutiva. Las conclusiones de esta
tesis indican que la eficacia de las RR.NG.AA. depende de las propiedades o parametros
especificos de los astrocitos artificiales. En la experimentacién realizada los valores de los
pardmetros (combinacion activacidn-iteracion, porcentajes incremento/decremento de las
conexiones) se establecieron de antemano en base a lo observado en pruebas preliminares.
Una vez establecida la eficacia de las RR.NG.AA., surge la necesidad de tratar de obtener los
valores éptimos de los parametros de modo automatico. Dado que se ha observado que la
eficacia de las RR.NG.AA. depende, ademas, del tipo de algoritmo neuroglial aplicado
(depresidn o potenciacidn), el tipo de algoritmo a aplicar también se introducird como un
pardmetro mas a optimizar. Es por ello que ya se ha disefiado una metodologia basada en
métodos de Computacién Evolutiva, mas concretamente Algoritmos Coevolutivos, para
realizar dicha optimizacidn. Se ha implementado recientemente y los resultados son muy
satisfactorios.

Analizar el grado de eficacia de RR.NG.AA. que simulen nuevas y diferentes interacciones
neurona-astrocito. Al no conocerse el modo exacto en el que interactuan los astrocitos con

las neuronas en el SNC, seria interesante seguir explorando nuevas y diferentes posibilidades
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de actuacién, lo que daria lugar a nuevos algoritmos neurogliales. Por ejemplo,
recientemente se ha vislumbrado que los astrocitos bioldgicos podrian inducir potenciacion
y depresion de modo combinado en funciéon de la actividad neuronal. Sera fundamental
construir nuevas RR.NG.AA. que imiten estas interacciones para determinar si procesan
correctamente la informacion y con qué grado de eficacia. Se compararan con las RR.NG.AA.
ya existentes y con SS.CC. multicapa sin astrocitos. Para la correcta comparacion, se
aplicaran las nuevas RR.NG.AA. construidas a la resolucion de los mismos problemas. Se
tratard de averiguar el nivel de adecuacién al problema de las RR.NG.AA. construidas.
Ademas de comprobar su eficacia y eficiencia, resultaria de gran importancia, tanto para los
informaticos como para los neurocientificos, comprobar en qué problemas ha sido mejor
cada tipo de interaccién neurona-astrocito.

Comprobar cdmo resuelven las RR.NG.AA. problemas de diferentes tipos. Se analizara la
influencia de los astrocitos artificiales (diferentes algoritmos neurogliales) no solo en redes
que resuelvan problemas de clasificacion y prediccién, que ha sido lo estudiado hasta el
momento, sino también en otros tipos de problemas como regresién, reconocimiento de
objetos, etc. Seria interesante determinar a qué tipos de problemas favorece cada algoritmo
neuroglial. Se quiere probar su efecto en la resolucién de problemas obtenidos de bases de
datos de aprendizaje maquina y posteriormente en problemas reales.

Implementacién de la metodologia disefiada de comunicacion entre astrocitos. La
metodologia disefiada en esta tesis permitird incorporar a las RR.NG.AA. redes de astrocitos
artificiales que interactien entre si (comunicacién astrocito-astrocito) y con la red de
neuronas. Hasta ahora, los astrocitos introducidos en las RR.NG.AA. son independientes
entre si, se comunican con las neuronas, pero no se comunican entre ellos. Se sabe que en el
sistema nervioso los astrocitos se comunican entre si mediante ondas de calcio
conformando una red organizada paralela a la de las neuronas. Se implementarad la
metodologia disefiada que permite a una red de astrocitos artificiales coexistir con la red de
neuronas. Se modelizaran, por tanto, las RR.NG.AA propuestas en la metodologia, las cuales
consideren la difusién espacial de la sefializacion astrocitica que ocurre en el cerebro. Dicha
red de astrocitos, de distintas complejidades y capacidades, trabajara en paralelo con la red
de neuronas artificiales, modelizdndose su comunicacion. Esto puede favorecer la
produccién de mayor cantidad de efectos en el procesamiento de la informacién. Se tratard
de que, al igual que las formas de comunicacién disefiadas en esta tesis, las que puedan
disefiarse en un futuro estén fundamentadas en los comportamientos que se observan en el

SN, es decir, se pretende profundizar en la linea de emulacién de estos elementos y
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sistemas. Se comprobard, ademas, si proporcionan similar o incluso mayor eficacia en el
rendimiento que las RR.NG.AA. anteriormente implementadas.

Utilizar la teoria de redes complejas y grafos para la descripcidn, estudio y caracterizacion
de las RR.NG.AA. Mediante la utilizacién de la teoria de redes complejas y grafos, se quieren
utilizar los descriptores de los nodos en una RNGA para clasificar y diferenciar
numéricamente las neuronas de astrocitos utilizando como informacién la conectividad
neuronal. Ademas, se pretenden utilizar descriptores de la red entera para caracterizar su
estructura interna (cémo se transmite la informacién, como se organizan la comunicaciéon
neurona-astrocito, etc). Todo ello ayudara en gran medida a la comprensién de las nuevas

RR.NG.AA. formadas por redes paralelas de neuronas y astrocitos.

Estudiar la eficacia y eficiencia de la incorporacién por primera vez de astrocitos a redes de
Deep Learning. Dados los importantes resultados que se estdn obteniendo con estas redes,
y dados los buenos resultados obtenidos hasta ahora con RR.NG.AA. multicapa, se quiere
estudiar la incorporacion de astrocitos artificiales a redes con Deep Learning para analizar su

comportamiento y comprobar si se puede mejorar su eficiencia y eficacia.
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