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Abstract 

Machine learning community is not only interested in maximizing classification accuracy, but also in minimizing the 

distances between the actual and the predicted class. Some ideas, like the cost-sensitive learning approach, are 

proposed to face this problem. In this paper, we propose two greedy wrapper forward cost-sensitive selective naive 

Bayes approaches. Both approaches readjust the probability thresholds of each class to select the class with the 

minimum-expected cost. The first algorithm (CSSNB-Accuracy) considers adding each variable to the model and 

measures the performance of the resulting model on the training data. The variable that most improves the accuracy, 

that is, the percentage of well classified instances between the readjusted class and actual class, is permanently 

added to the model. In contrast, the second algorithm (CS-SNB-Cost) considers adding variables that reduce the 

misclassification cost, that is, the distance between the readjusted class and actual class. We have tested our 

algorithms on the bibliometric indices prediction area. Considering the popularity of the well-known h-index, we 

have researched and built several prediction models to forecast the annual increase of the h-index for Neurosciences 

journals in a four-year time horizon. Results show that our approaches, particularly CS-SNB-Accuracy, achieved 

higher accuracy values than the analyzed cost sensitive classifiers and Bayesian classifiers. Furthermore, we also 

noted that the CS-SNB-Cost always achieved a lower average cost than all analyzed cost-sensitive and cost-

insensitive classifiers. These cost sensitive selective naive Bayes approaches outperform the selective naive Bayes in 

terms of accuracy and average cost, so the cost-sensitive learning approach could be also applied in different 

probabilistic classification approaches. 

Keyword: CSSNB-Accuracy, CS-SNB-Cost, bibliometric, clasification, predicted distances 

 

Abstrak 
Komunitas Machine learning tidak hanya memaksimalkan akurasi dari klasifikasi, tetapi juga mengurangi rentang 

antara prediksi dan kenyataan. Ide seperti cost-sensitive learning digunakan untuk mengatasi masalah ini. Dalam 

jurnal ini, kami menggunakan dua algoritma cost-sensitive selective naive bayes. Algoritma pertama (CSSNB-

Accuracy) dengan menambahkan setiap variabel ke dalam model dan mengukur hasil dari pelatihan data. Variabel 

yang memberikan akurasi terbaik, yaitu persentase dari contoh-contoh yang terklasifikasi antara kelas yang dibuat 

dengan kelas yang sebenarnya. Algoritma kedua (CS-SNB-COST) dengan menambahkan variabel yang hanya 

mengurangi cost kesalahan klasifikasi antara kelas yang dibuat dengan kelas yang sebenarnya. Penulis telah menguji 

coba algoritma pada prediksi indeks bibliometrik. Mengingat h-indeks yang telah banyak digunakan, penulis telah 

melakukan riset pada beberapa model prediksi untuk memprediksi peningkatan h-indeks untuk jurnal Neurosciences 

dalam empat tahun terakhir. Hasilnya algoritma CS-SNB-Accuracy, menghasilkan akurasi yang lebih tinggi 

dibandingkan cost-sensitive classifiers dan bayesian classifiers. Lalu cost-sensitive selective naive bayes 

menghasilkan performa yang lebih baik dibandingkan selective naive-bayes dalam hal akurasi dan cost rata-rata, 

sehingga cost sensitive learning dapat juga di gunakan dalam kemungkinan klasifikasi yang berbeda. 

Kata kunci: CSSNB-Accuracy, CS-SNB-Cost, bibliometric, klasifikasi, rentang prediksi 
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PENDAHULUAN 

Masalah dalam klasifikasi umumnya mengasumsi bahwa nilai-nilai kelas tidak berurutan. Namun, 

nilai-nilai ini memiliki tatanan alami dalam banyak aplikasi praktis. Mengingat kelas yang berurutan, 

penulis tidak hanya tertarik untuk memaksimalkan akurasi klasifikasi, tetapi juga dalam meminimalkan 

jarak antara kelas yang sebenarnya dan yang diprediksi. Beberapa bidang, seperti statistik, telah 

menghadapi masalah ini selama bertahun-tahun. 

Penulis menggabungkan cost-sensitive learning dan fitur subset seleksi ke dalam naive bayes, yang 

merupakan metode yang paling mudah dan banyak diuji untuk induksi probabilistik dan telah lama 

digunakan dalam bidang pengenalan pola . Untuk alasan ini, penulis mengembangkan algoritma cost-

sensitive baru berdasarkan pada gagasan elective naive Bayes. Khususnya, penulis mengembangkan dua 

algoritma langsung yang menambahkan biaya misklasifikasi ke algoritma pembelajaran, dan 

menggunakan pendekatan wrapper untuk memilih variabel yang relevan yang memaksimalkan akurasi 

(CS-SNB-Accuracy algorithm) dan meminimalkan biaya (CS-SNB-Cost algorithm). Tujuan dari 

pendekatan ini adalah untuk membangun model  parsimonius. Model-model ini tidak akan menyertakan 

fitur-fitur yang tidak relevan dan berlebihan. Beberapa manfaat penerapan seleksi variabel adalah kinerja 

klasifikasi yang lebih baik, model klasifikasi yang lebih cepat, basis data yang lebih kecil, dan 

kemampuan untuk mendapatkan lebih banyak wawasan ke dalam proses yang dimodelkan. 

Minat dan orisinalitas dari penelitian kami dibagi menjadi dua. Pertama, kami mengembangkan 

dua klasifikasi baru (CS-SNB-Accuracy dan CS-SNB-Cost) yang membawa keuntungan dalam 

menggunakan pendekatan cost-sensitive learning dan fitur  pemilihan subset. Kedua, kedua klasifikasi 

digunakan untuk memprediksi peningkatan tahunan indeks-h untuk jurnal ilmiah yang termasuk dalam 

kategori Jurnal Sitasi Laporan Neurosciences di sepanjang waktu 4 tahun menggunakan indeks 

bibliometrik.  

 

TINJAUAN TEORI 

H-Index atau Indeks-h merupakan sebuah tolok ukur bagi seorang ilmuwan baik itu dosen ataupun 

peneliti dalam mengembangkan hasil karya keilmuwannya. Karya keilmuwan seorang dosen dan peneliti 

antara lain berupa hasil penelitian yang dipublikasikan, hak paten atau HKI (Hak Kekayaan Intelektual) 

dan artikel-artikel yang diseminarkan dalam bentuk jurnal ilmiah, baik Seminar Nasional maupun 

Internasional. Indeks-H pertama kali diperkenalkan oleh seorang fisikawan dari Universitas di California, 

San Diego, bernama Jorge E Hirsch pada tahun 1985 yang lalu ini dianggap sebagai cara yang paling 

efektif untuk menilai kinerja seorang ilmuwan pada saat ini. Namun perlu diketahui bahwa indeks-H ini 

masih terdapat kekurangan dalam validitasnya, seperti rentan terhadap manipulasi sitasi pribadi (self-

citation).[1][2][3] 

 

Indeks-H yang sering juga dikenal dengan Hirsch Index atau Hirsch Number ini dapat diperoleh di 

media pengindeks publikasi seperti: Portal Garuda, Google Scholar, DOAJ (Directory of Open Access 

Journals), EBSCO, CrossRef, BASE (Bielefeld Academic Search Engine), ISJD, ISJD, SINTA, Scopus, 

dsb.[4][5][6] 

 

Algoritma Naive Bayes merupakan sebuah metode klasifikasi menggunakan metode probabilitas dan 

statistik yang dikemukakan oleh ilmuwan Inggris Thomas Bayes. Algoritma Naive Bayes memprediksi 

peluang di masa depan berdasarkan pengalaman di masa sebelumnya sehingga dikenal sebagai Teorema 

Bayes. Ciri utama dari Naïve Bayes Classifier ini adalah asumsi yang sangat kuat (naïf) akan 

independensi dari masing-masing kondisi / kejadian.[6][7][8][9] 

Naive Bayes Classifier bekerja sangat baik dibanding dengan model classifier lainnya. Naïve Bayes 

Classifier memiliki tingkat akurasi yang lebih baik dibanding model classifier 

lainnya”.[10][11][12][13][14][15] 
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Keuntungan penggunan adalah bahwa metoda ini hanya membutuhkan jumlah data pelatihan (training 

data) yang kecil untuk menentukan estimasi parameter yang diperlukan dalam proses pengklasifikasian. 

Karena yang diasumsikan sebagai variabel independent, maka hanya varians dari suatu variabel dalam 

sebuah kelas yang dibutuhkan untuk menentukan klasifikasi, bukan keseluruhan dari matriks 

kovarians.[16][17][18] 

 

 

Cost-sensitive Bayesian classifiers 

Tujuan dari metode cost-sensitive adalah memperhitungkan biaya misklasifikasi yang berbeda dari 0 

(hit) dan 1 (miss). Metode-metode ini berkaitan dengan akurasi klasifikasi dan biaya klasifikasi. Proses 

pencarian dari pendekatan pertama (CSSNB-Accuracy) didasarkan pada memaksimalkan akurasi 

klasifikasi, yaitu, termasuk variabel yang meningkatkan akurasi klasifikasi, sedangkan proses pencarian 

dari pendekatan kedua (CS-SNBCost) didasarkan pada meminimalkan biaya misklasifikasi, artinya, 

termasuk dalam variabel yang mengurangi jarak antara kelas yang sebenarnya dan yang 

diprediksi.[19][20][21][22][23][24] Dengan adanya matriks biaya dan sekumpulan probabilitas kelas 

yang diprediksi untuk setiap contoh, kedua pendekatan menyesuaikan kembali ambang kemungkinan 

setiap kelas untuk memilih kelas dengan biaya minimum yang diharapkan. Biaya yang diharapkan dari 

masing-masing prediksi diperoleh dengan mengalikan biaya yang terkait dengan probabilitas kelas yang 

diprediksi. Tidak seperti selective Naive Bayes, pendekatan ini tidak memilih nilai kelas yang paling 

mungkin dari distribusi posterior, mereka memilih kelas (cn) yang meminimalkan perkiraan biaya 

prediksi yang diberikan pada rumus (1) dan Rumus (2) [25][26][27][28][29] 

 (1) 

Dimana 

 (2) 

 

Cost(c|c’) adalah biaya misklasifikasi terkait. Singkatnya, pendekatan pertama (CS-SNB-Accuracy) 

beranggapan dengan menambahkan setiap variabel ke model dan mengukur kinerja model yang 

dihasilkan pada data pelatihan. Variabel yang paling meningkatkan keakuratan, yaitu, persentase dari 

klasifikasi yang menghasilkan hasil yang baik dalam kelas prediksi dibandingkan  kelas yang sebenarnya, 

secara permanen ditambahkan ke model. Sebaliknya, pendekatan kedua (CS-SNB-Cost) 

mempertimbangkan penambahan variabel yang mengurangi biaya misklasifikasi antara yang diprediksi 

dan kelas yang sebenarnya.[25][26][28] 

 

Cost-sensitive selective naive Bayes – Accuracy(CS-SNB-Accuracy) 

Algoritma ini memilih k-fold cross-validation sebagai prosedur untuk memperkirakan akurasi dan 

biaya model yang mengklasifikasikan kasus baru sesuai dengan nilai fitur prediktif. Metode ini di 

stratifikasi, yaitu membagi semua kasus menjadi himpunan bagian k dari proporsi yang kira-kira sama 

dari nilai kelas dan ukuran yang sama. Setiap bagian digunakan untuk menguji model yang dipelajari dari 

subset k-1 lainnya. [25][26][27][28][29] 

 

Cost-sensitive selective naive Bayes – Cost(CS-SNB-Cost) 

Algoritma ini juga memilih k-fold cross-validation sebagai prosedur untuk memperkirakan akurasi 

dan biaya model. Algoritma ini menginisialisasi model ke variabel kelas, yaitu, tidak ada variabel 

prediktif dalam model pada Tabel 1 [25][26][27][28][29] 
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Tabel 1. Korespondensi nilai h dan label kelas 

Label Class Tahun 1 Tahun 2 Tahun 3 Tahun 4 

Low values 0-1 0-4 0-6 0-8 

Medium-Low values 2 5-6 7-9 9-12 

Medium-High Values 3-4 7-9 10-14 13-18 

High Values ≥5 ≥10 ≥15 ≥19 

 

 

Metodologi Penelitian 

Penulis telah memilih kategori Neurosciences untuk studi kasus Penulis. Penulis telah menggunakan 

platform Thomson Reuters 'Web of Science (WoS) dan Journal Citation Reports (JCR) untuk mengunduh 

publikasi dan data kutipan. Berikut ini, kami mengilustrasikan perbedaan tahapan dari konstruksi dataset 

dan menjelaskan setiap variabel dataset, yaitu fitur prediktif. [30][31][32][33][34][35][36] 

Pertama, penulis memilih semua jurnal yang termasuk dalam JCR dengan kategori Neurosciences 

dari tahun 2000 hingga 2011. Ada 269 jurnal dalam kategori ini selama periode menganalisis. Kemudian 

penulis  memperoleh daftar publikasi dan data kutipan untuk jurnal-jurnal ini dari WoS. Penulis 

mengunduh semua dokumen (1.044.811 makalah) yang diterbitkan oleh 269 jurnal hingga 2011. 

Menggunakan informasi di atas, penulis menghitung beberapa indeks dampak ilmiah yang terkait dengan 

jurnal yang dipilih untuk setiap jurnal dari tahun 2000 hingga 2011. penulis juga mengunduh nilai indeks 

jurnal spesifik lainnya dari JCR . Akhirnya, penulis menyimpan semua informasi dalam basis data yang 

dirancang untuk tujuan ini. [37][28][39] 

 

HASIL DAN PEMBAHASAN 

Penulis  membandingkan algoritma yang telah penulis rancang dengan formulasi standar Naive Bayes 

tertentu untuk menentukan apakah akurasi dan nilai biaya rata-rata mereka masuk akal. Tabel 2 

menunjukkan estimasi dari akurasi dan rata rata biaya untuk setiap model. Angka dalam huruf tebal 

mewakili nilai akurasi tertinggi dan nilai biaya terendah untuk setiap model. 

 

 
Gambar 1. Distribusi Pertambahan h-Index 
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Penulis menguji metode penulis dengan matriks biaya yang berbeda (C(0,n), C(0,n2), C(0,2n), and 

C(0,nn)). Harga matriks C(0,n) merepresentasikan harga-harga dimana hasil klasifikasi yang benar tidak 

memiliki harga dan hasil klasifikasi yang tidak benar memiliki harga yang linier. Demikian pula, C(0,n2), 

C(0,2n) and C(0,nn) merepresentasikan harga harga dimana klasifikasi yang benar tidak memiliki harga, 

sementara hasil klasifikasi yang tidak benar memiliki harga yang kuadratik dan eksponensial. 

Dengan menggunakan harga matriks C(0,nn), kita dapat melihat bahwa model yang penulis 

kembangkan hampir selalu mengungguli model selective Naive Bayes dalam tingkat akurasi dan biaya. 

Meskipun model model ini mendapatkan akurasi paling tinggi(0.504) dalam tahun pertama , algoritma 

baru yang penulis kembangkan , khususnya CS-SNB-Accuracy, mendapatkan tingkat akurasi paling 

tinggi pada tahun kedua (0.518), tahun ketiga (0.542) dan tahun keempat (0.532). Dengan biaya rata-rata, 

kita dapat melihat bahwa model yang dikembangkan penulis khususnya CS-SNB-Cost, selalu 

mendapatkan biaya yang lebih rendah dibandingkan selective Naive-Bayes. [40][42][43][44][45][46] 

Berfokus pada harga matriks, kita dapat melihat bahwa akurasi bervariasi dari setiap model dan tahun 

prediksi, tetapi penulis tidak melihat adanya pola. Model selective naive Bayes mendapatkan akurasi 

paling tinggi di tahun pertama(0.507) dengan menggunakan biaya matriks C(0,2n). Sementara model CS-

SNB-Accuracy mendapatkan tingkat akurasi paling tinggi di tahun kedua dan tiga dengan menggunakan 

harga matriks C(0,2n) dan C(0,nn). Dan model CS-SNB-Cost mendapatkan tingkat akurasi paling tinggi 

pada tahun keempat dengan menggunakan biaya matriksC(0,n2). Dari biaya biaya, kita dapat mengetahui 

bahwa buaya rata rata terendah dan tertinggi di dapatkan oleh C(0,n) dan C(0,2n). CS-SNB-Cost hampir 

mendapatkan harga paling rendah dengan menggunakan matriks C(0,n) . 

Perihal setiap algoritma, kita dapat mengetahui bahwa Naive Bayes mendapatkan akurasi paling 

tinggi untuk model pada tahun pertama dengan menggunakan biaya matriks apapun. Sementara CS-SNB-

Accuracy dan CS-SNB-Cost memprediksi hampir semua nilai lebih akurat dibandingkan model Naive 

Bayes pada tahun tahun berikutnya.  

Table 3 menunjukkan bahwa akurasi dan harga rata-rata dari berbagai model klasifikasi yang dilatih 

menggunakan biaya matriks C(0,nn) untuk tahun tahun prediksi. 

Dengan menganalisa tingkat keakuratan, kita dapat membagi menjadi tiga kelompok yang berbeda 

(tingkat rendah, sedang , dan tinggi). Kelompok pertama terdapat klasifikasi Naive Bayes yang 

mendapatkan nilai yang rendah, Untuk di kelompok kedua, terdiri 3 klasifikasi (selective naive Bayes, 

cost-sensitive naive Bayes-Accuracy, dan cost-sensitive naive Bayes-Cost) yang mendapatkan nilai pada 

tingkat medium, sementara kelompok ketiga terdiri dari klasifikasi non-Bayesian (C4.5 decision tree, K-

nearest neighbour and logistic regression)  yang memiliki nilai tertinggi. Kita dapat melihat diatas bahwa 

sifatnya sama tidak peduli tahun prediksi yang digunakan. [47][48][49] [50] Hasil dari tes Kruskal-Wallis  

menunjukkan bahwa ada perbedaan yang signifikan antara 7 klasifikasi yang berbasis akurasi. Untuk itu 

penulis menggunakan tes Mann-Whitney untuk mencari tahu klasifikasi mana yang memiliki tingkat yang 

lebih baik berdasarkan criterianya. Penulis membandingkan klasifikasi yang memilikitingkat rata rata 

yang paling tinggi dibandingkan yang lain. Klasifikasi ini ditandai pada tabel 3 dengan menggunakan 

simbol † .  

Mengenai nilai dari biaya, ktia juga membedakan berdasarkan 3 kelompok, dalam hal ini , naive-

Bayes dan selective naive-Bayes mendapatkan biaya yang lebih tinggi, dimana C4.5 decision tree, K-

nearest neighbour dan logistic regression mendapatkan biaya dengan tingkat medium. Dan yang terakhir 

CS-SNB-Accuracy dan CS-SNB-Cost mendapatkan biaya yang paling rendah. Kita juga mencoba tes 

Kruskal-Wallis utnuk membandingkan tiap tiap klasifikasi yang berbasis biaya rata rata. 

Dengan menganalisa klasifikasi yang menggunakan cost-sensitive, kita dapat membandingkan 

algoritma yang penulis rancang dengan algoritma MetaCost, CostSensitiveClassifier , dan CSRoulette. 

Klasifikasi ini melakukan konversi terhadap klasifikasi yang cost-insensitive menjadi cost-sensitive. 

Tabel 4 menunjukkan akurasi dan biaya rata-rata dari klasifikasi diatas yang dilatih menggunakan biaya 

matriks C(0,2n) untuk semua tahun prediksi. [51][52][53] 
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Berfokus pada akurasi dan biaya, kita dapat melihat bahwa pada tabel 4 , model yang dirancang oleh 

penulis lebih unggul dibandingkan klasifikasi yang lain. Hasil dari tes Kruskal-Waillis menunjukkan 

bahwa ada perbedaan signifikan antara klasifikasi yang berbasis akurasi dan biaya. Untuk itu penulis 

menggunakan tes Mann-Whitney untuk mencari tahu klasifikasi mana yang lebih baik berdasarkan 
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kriteria ini. Penulis membandingkan klasifikasi yang memiliki nilai rata-rata terbaik. Klasifikasi yang 

bertanda pada table 4 dengan simbol † memiliki perbedaan yang signifikan berdasarkan tingkat rata-rata. 

Hasil juga menunjukkan bahwa ada perbedaan yang signifikan antara CS-SNB-Accuracy dan MetaCost, 

CostSensiticeClassifier, CSRoulette dan CS-SNB-Cost dalam hal akurasi. Hasil juga menunjukkan bahwa 

ada perbedaan yang signifikan antara CS-SNB-Cost dan MetaCost, CostSensiticeClassifier, CSRoulette 

dan CS-SNB-Accuracy dalam hal biaya. 

Untuk itu kita dapat menganalisis model lebih detail. Pada tabel 5 menunjukkan variabel, akurasi , 

dan biaya yang spesifik untuk model CS-SNB-Cost yang telah melewati hasil validasi silang. Nilai-nilai 

ini didapatkan dengan menggunakan biaya matriks C(0,n2). Dengan menganalisis tabel 5, kita dapat 

menemukan bahwa model-model selalu terdapat dalam impact factor. Model-model biasanya juga 

biasanya mengikutsertakan variabel seperti hc-indeks , half life dan the article influence. Kita juga dapat 

mencatat bahwa model pada tahun pertama selalu memiliki 2 variabel sementara tahun kedua, ketiga dan 

keempat selalu memiliki 3 variabel.  

 

KESIMPULAN 

Jurnal ini menyajikan algoritma baru untuk memprediksi peningkatan indeks-h untuk jurnal ilmiah 

berdasarkan pendekatan cost-sensitive dan pemilihan subset fitur. Kami mengembangkan metode cost-

sensitive yang berbeda, di mana algoritma pembelajaran mencakup biaya misklasifikasi. Pendekatan ini 

memperhitungkan biaya misklasifikasi berbeda dari 0 (hit) dan 1 (miss). Algoritma ini berkaitan dengan 

akurasi klasifikasi dan biaya klasifikasi. Khususnya, penulis mengembangkan dua pendekatan cost-

sensitive selective naive Bayes. Proses pencarian dari pendekatan pertama (CS-SNB-Accuracy) termasuk 

variabel yang meningkatkan akurasi klasifikasi, sedangkan proses pencarian dari pendekatan kedua (CS-

SNB-Cost) termasuk variabel yang mengurangi jarak antara kelas yang sebenarnya dan yang diprediksi. 

Tujuan utama dari algoritma yang diusulkan adalah untuk memprediksi peningkatan tahunan indeks-h 

untuk jurnal ilmiah. Model-model tersebut mampu memprediksi indeks-h dimana jurnal ilmiah dapat 

menjadi alat yang berguna untuk komunitas ilmiah.  

Hasil menunjukkan bahwa pendekatan penulis, khususnya Akurasi CS-SNB, mencapai nilai 

akurasi yang lebih tinggi daripada klasifikasi cost-sensitive dan klasifikasi Bayesian. Selain itu, kami juga 

mencatat bahwa CS-SNB-Cost menghasilkan rata rata biaya yang lebih rendah dari semua kerangka 

pengukuran. Algoritma Cost-sensitive selective naive Bayes ini mengungguli algoritma selective naive 

Bayes yang asli dalam hal akurasi dan biaya rata-rata, sehingga pendekatan pembelajaran cost-sensitive  

dapat digunakan dalam berbagai pendekatan klasifikasi probabilistik.  

Di masa depan, penulis bertujuan untuk membangun klasifikasi cost-sensitive Bayesian baru 

seperti selective tree augmented naive Bayes. Sehingga pada akhirnya, nilai indeks-h bisa bervariasi 

tergantung pada sumber yang dikonsultasikan (Google Scholar, Scopus, ISI WoK, dll.). 
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