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RESUMO 

As cidades inteligentes podem melhorar a qualidade de vida dos cidadãos, otimizando a 

utilização dos recursos. Em um ambiente conectado, a saúde das pessoas pode ser monitorada 

em tempo real para detectar situações que exijam suporte médico. No entanto, hospitais 

superlotados podem levar a longos tempos de espera para os pacientes receberem tratamento. 

A pandemia de COVID-19 agravou o problema da superlotação hospitalar. Neste contexto, 

propomos o modelo CityHealth, baseado no conceito de elasticidade em Cloud Computing, 

onde é possível adicionar, migrar ou remover recursos humanos de acordo com a necessidade. 

Ele monitora o uso dos ambientes de saúde e adapta a capacidade de atendimento de acordo 

com a demanda. Através de uma abordagem preditiva, o CityHealth antecipa a sobrecarga de 

ambientes de  saúde propõe ações para movimentção dos recursos humanos e otimizar o 

atendimento. Utilizando dados de uma policlínica como base para emulção de uma cidade 

inteligente com dois hospitais resultou em redução de até  95,6% no tempo de espera. 

 

Palavras-chave: cidades inteligentes, elasticidade,  recursos humanos, saúde, sensores. 

  



Brazilian Journal of Health Review 
ISSN: 2595-6825 

2 

 

 

Brazilian Journal of Health Review, Curitiba, v. 7, n. 2, p. 01-23, mar./apr., 2024 

 

ABSTRACT 

Smart cities can improve the quality of life of citizens by optimizing the use of resources. In a 

connected environment, people's health can be monitored in real time to detect situations that 

require medical support. However, overcrowded hospitals can lead to long waiting times for 

patients to receive treatment. The COVID-19 pandemic has exacerbated the problem of hospital 

overcrowding. In this context, we propose the CityHealth model, based on the concept of 

elasticity in Cloud Computing, where it is possible to add, migrate or remove human resources 

according to need. It monitors the use of healthcare environments and adapts service capacity 

according to demand. Through a predictive approach, CityHealth anticipates the overload of 

healthcare environments and proposes actions to move human resources and optimize care. 

Using data from a polyclinic as a basis for emulating a smart city with two hospitals resulted in 

a reduction of up to 95.6% in waiting times. 

 

Keywords: smart cities, elasticity,  human resources, health, sensors. 

 

RESUMEN 

Las ciudades inteligentes pueden mejorar la calidad de vida de los ciudadanos optimizando el 

uso de los recursos. En un entorno conectado, la salud de las personas puede monitorizarse en 

tiempo real para detectar situaciones que requieran apoyo médico. Sin embargo, la saturación 

de los hospitales puede provocar largos tiempos de espera para que los pacientes reciban 

tratamiento. La pandemia de COVID-19 ha agravado el problema de la saturación de los 

hospitales. En este contexto, proponemos el modelo CityHealth, basado en el concepto de 

elasticidad de la computación en nube, donde es posible añadir, migrar o eliminar recursos 

humanos en función de las necesidades. Supervisa el uso de los entornos sanitarios y adapta la 

capacidad de servicio en función de la demanda. Mediante un enfoque predictivo, CityHealth 

anticipa la sobrecarga de los entornos sanitarios y propone acciones para desplazar los recursos 

humanos y optimizar la atención. El uso de los datos de una policlínica como base para emular 

una ciudad inteligente con dos hospitales permitió reducir hasta un 95,6% los tiempos de espera. 

 

Palabras clave: ciudades inteligentes, elasticidad,  recursos humanos, sensores. 

 

 

1 INTRODUÇÃO 

 

Cidades inteligentes integram infraestrutura física, tecnologia da informação e 

comunicação, serviços sociais e recursos empresariais para otimizar a tomada de decisões e 

melhorar as operações da cidade, aumentando a eficiência na utilização de recursos, otimizando 

a gestão e os serviços urbanos e melhorando a qualidade de vida dos cidadãos [Alshamaila et 

al. 2023, Lucic et al. 2023, Wang and Zhou 2023]. As cidades inteligentes utilizam várias 

tecnologias de informação e conceitos inovadores, como Internet of Things (IoT) e Cyber–

Physical Systems (CPS), oferecendo várias aplicações e sistemas, como gerenciamento de 

resíduos, detecção ambiental, e assistência médica [Ali et al. 2023, Sidorov 2023, Pandya et al. 

2023, Fischer et al. 2024]. 
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A pandemia do COVID-19 teve um enorme impacto no desenvolvimento e fun- 

cionamento das cidades em todo o mundo e na vida das pessoas [Xiang et al. 2023]. A última 

pandemia que a humanidade enfrentou antes da COVID-19 foi a pandemia de H1N1/gripe em 

2009 [Kim and Bae 2023], e mesmo com todos os avanços tecnológicos da última década, não 

estávamos preparados para esta doença. A COVID 19 foi responsável por quase 7 milhões de 

mortes em pouco mais de três anos [World Health Organization 2023]. Mesmo com o fim da 

COVID-19 como emergência de saúde global declarada pela Organização Mundial da Saúde 

(OMS) [World Health Organization 2023], o impacto com esta última pandemia mostrou a 

importância da preparação para as próximas pandemias, epidemias e surtos que possam surgir 

no futuro. A prevenção e o controle de pandemias requerem novas tecnologias, e projetos para 

cidades inteligentes têm sido usados para isso. [Xiang et al. 2023]. 

Em cidades inteligentes, pacientes podem ser monitorados continuamente, permi- tindo 

a detecção e tratamento de situações de risco [Rodrigues and Righi 2022]. Nesse cenário, a 

alocação estática de profissionais de saúde é ineficiente, tornando fundamental a adaptação dos 

recursos humanos em tempo real. Nesse contexto, se cada sala possui uma lista de 

especialidades requeridas e cada profissional possui uma lista com todas as suas especialidades, 

os atendentes ociosos de uma sala podem ser transferidos para a sala com maior necessidade, 

desde que tenham a especialidade requisitada pela sala de destino. Dependendo do caso, até 

mesmo indo para o hospital vizinho, já que pessoas com sinais vitais alterados em suas 

residências podem estar se deslocando para esses hospitais. De fato, a alocação de atendentes 

deveria sempre se adaptar às condições dos ambientes de saúde. A elasticidade em computação 

em nuvem é uma das principais estratégias para adaptar recursos sob demanda [Thakkar and 

Bhavsar 2023]. Uma abordagem proativa tenta antecipar o comportamento do sistema e decidir 

as ações de adaptação de recursos [Ahamed et al. 2023]. 

Baseado na elasticidade da computação em nuvem, é apresentado o modelo CityHealth 

como alternativa à alocação estática tradicional da equipe médica. O CityHealth funciona 

ajustando a alocação da equipe médica com base em uma abordagem proativa de elasticidade. 

Em particular, o CityHealth usa sensores vestíveis para acompanhar a demanda de pacientes. 

Essas estimativas permitem identificar situações onde é improvável que a disponibilidade de 

pessoal atenda à demanda. Em vez de ajustar a capacidade de atendimento dos hospitais com 

base na chegada de pacientes em emergências, é possível até ajustar essa capacidade 

antecipadamente. Em vez de o paciente ir ao hospital e aguardar em ambientes superlotados, 

assim que o sistema identifica problemas de saúde, ele automaticamente insere esse paciente 

em uma fila virtual. Em seguida, ajusta a capacidade de atendimento do hospital de acordo com 
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a demanda emergencial atual e futura nas filas virtuais. Por fim, o sistema chama o paciente ao 

hospital apenas quando a capacidade de atendimento já estiver ajustada à demanda. A ideia é 

sempre oferecer um tempo de espera razoável independente da quantidade de pacientes. 

 

2 TRABALHOS RELACIONADOS 

 

Algumas abordagens focaram na otimização do fluxo de pacientes para melhor alocar 

recursos. Capocci et al. (2017) usaram a simulação discreta de eventos para propor algumas 

mudanças e balancear os níveis de ocupação dos profissionais de saúde e alcançar um tempo 

menor de espera pelos pacientes. Vieira and Hollmén (2016) investigaram maneiras de 

minimizar gargalos no fluxo de pacientes devido a consultas, visitas, uso de recursos, etc. Na 

mesma linha de pensamento, Graham et al. (2018) focaram em prever a chegada de pacientes 

na emergência de um hospital para preparar a alocação da equipe médica. Franke et al. (2018) 

abordou a falta de recursos humanos, propondo o compartilhamento de funcionários entre 

hospitais usando uma pool de recursos humanos. Hafezalkotob et al. (2022) focaram na falta 

de recursos para atendimento em situações de desastre e propuseram a realocação de recursos 

através do uso da teoria dos jogos e formulação linear robusta. Por fim, Liao et al. (2022) 

focaram em identificar quantos enfermeiros são necessários para atendimento através do uso da 

teoria das filas. Analisando os trabalhos citados, existem várias abordagens para analisar e 

estimar o uso de recursos humanos nos ambientes de saúde, para que o fluxo de pacientes possa 

ser melhorado. 

Os trabalhos selecionados destacam a falta de recursos para o atendimento aos pacientes, 

que pode ser resolvido com tecnologias como IoT ou IA. Muitos sistemas de monitoramento 

de saúde dos pacientes foram desenvolvidos. Nesse contexto, podemos enumerar as principais 

lacunas na área da seguinte maneira: 

• Embora possam identificar a demanda, faltam soluções concretas para resolver 

a deficiência de recursos hospitalares antes que o problema aconteça. 

• É necessário otimizar processos de forma automatizada, integrando os sinais 

vitais captados com a capacidade dos hospitais e desenvolver propostas de cidades inte 

ligentes que relacionem a admissão de pacientes com os sinais vitais da população. 

A falta de recursos humanos na área da saúde é um problema antigo e que devecontinuar 

no futuro próximo. É importante otimizar o uso dos recursos existentes e ajustar a capacidade 

dos hospitais para atender a demanda de pacientes. A Previsão de Dados e a Internet das Coisas 
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são tecnologias que podem contribuir para a automação de processos na área da saúde, porém 

seu potencial está subaproveitado. 

 

3 MODELO CITYHEALTH 

 

A revisão da literatura indica que a maioria das estratégias concentra-se na optimização 

da utilização de recursos humanos, mas não avalia a superlotação de pacientes em determinadas 

áreas, desconsiderando as potenciais vantagens que uma distribuição eficaz de recursos de 

saúde poderia proporcionar aos pacientes. Conforme apresentado na Seção 1, reduzir o tempo 

de espera por atendimento é um dos maiores desafios para a saúde em cidades inteligentes. 

Com base neste contexto, é proposto o CityHealth, um modelo preditivo para alocação 

eficiente de recursos humanos em cidades inteligentes. O CityHealth adapta o conceito de 

elasticidade da computação em nuvem ao contexto de recursos humanos, ajustando a 

capacidade de atendimento do hospital à demanda de pacientes, onde os profissionais são 

alocados, desalocados e realocados de acordo com as necessidades da cidade inteligente. O 

modelo agrupa informações de várias fontes: chegadas e necessidades de pacientes (usando 

sensores espalhados pela cidade, sensores junto aos paciente e um conjunto de dados da cidade), 

movimentação de pacientes (usando sensores) e disponibilidade da equipe médica (usando 

sensores e um conjunto de dados). Esses dados servem como base para a implementação da 

alocação de recursos baseada na elasticidade. Através deste modelo, CityHealth calcula uma 

alocação otimizada de recursos humanos, o que contribui para reduzir o tempo de espera dos 

pacientes, um fator crítico em tempos de pandemia ou surtos virais. 

 

3.1 DECISÕES DE PROJETO 

 

O modelo assume que cada pessoa deve usar um dispositivo vestível e monitorar seu 

estado de saúde em tempo real na cidade inteligente, dentro ou fora dos ambientes de saúde. 

Leitores espalhados pela cidade recebem dados dos sensores dos cidadãos, que podem 

identificar variações nos sinais vitais como frequência cardíaca, variação da frequência 

cardíaca, frequência respiratória, temperatura e saturação de oxigênio. Esses leitores também 

podem localizar com precisão as pessoas e encaminham os dados de anomalias para a nuvem 

da cidade, que analisa esses dados e identifica a necessidade de atendimento hospitalar. Dessa 

forma, o modelo faz uso de um Real-Time Location System (RTLS) [Boulos and Berry 2012] 

com precisão de localização à nível da sala. O modelo deve ser transparente para os pacientes, 
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no sentido de que eles não precisam relatar nenhuma condição relacionada a sua movimentação 

no ambiente hospitalar, sendo uma atividade realizada automaticamente pelo sistema. 

Assim, o CityHealth fornece uma infraestrutura de monitoramento abrangente para 

cidades inteligentes que pode ser usada para melhorar vários aspectos da saúde pública. O 

modelo usa duas abordagens para obter informações do paciente: uma infraestrutura de sensores 

nos ambientes hospitalares para identificar a localização dos pacientes e aquisição de dados 

através do serviço MinhaHistoriaDigital [Rodrigues and Righi 2022]. Este serviço usa 

dispositivos vestíveis para monitorar e processar em tempo real os dados de pacientes, 

fornecendo alarmes para situações críticas de saúde através da aplicação de algoritmos de 

previsão e agregação de dados. 

 

Figura 1. Solução hierárquica escalável da CityHealth. 

 
Fonte: Autoral 

 

CityHealth propõe uma solução hierárquica escalável onde têm-se Edge nodes em 

hospitais, que fazem seu processamento e tomam decisões de alocação localmente. Estes se 

comunicam com um Fog node mais alto na hierarquia. Os Fog nodes não precisam saber se 

abaixo existe um Edge node de um hospital ou se é outro Fog node, e eles nem sabem se o node 

acima é o último nível. Assim, na Cloud executa-se o mesmo algoritmo dos Fog nodes, só que 

sabendo que não existem níveis acima. Dessa forma, podemos adicionar mais hospitais em 

qualquer Fog node e quantos Fog nodes forem necessários. Um exemplo seria a existência de 

quatro hospitais em um mesmo bairro. Pode-se adicionar um Fog node para esta vizinhança. 

Porém após um tempo, os gestores identificaram que dois hospitais estão mais próximos e os 

outros dois mais distantes. Pode-se, então, ser criado um Fog node para atender apenas esses 

dois hospitais e ligar esse Fog node e os outros dois hospitais a outro Fog node, por exemplo. 

A Figura 1 mostra a solução hierárquica escalável da HealCity onde podemos adicionar mais 

hospitais sob qualquer Fog node e quantos Fog nodes forem necessários. 
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3.2 ARQUITETURA 

 

A arquitetura contempla três serviços: (i) um web service, responsável pela camada de 

visualização; (ii) um serviço de inferência, responsável pelo processamento de dados, registros 

de movimentação, medição e predição da demanda de pacientes, e tomada de decisão da 

alocação de recursos humanos; e (iii) um serviço de banco de dados. Ainda, o CityHealth é 

subdividido em cinco módulos principais. A Figura 2 apresenta os módulos propostos, 

detalhando a arquitetura do modelo. 

 

Figura 2. Detalhamento da arquitetura do modelo, onde o fluxo de informaç õ es começ a no mó dulo Capture 

que recebe os registros de movimentaç ão dos usuários dos sensores RTLS e passa por diferentes tratamentos nos 

mó dulos propostos, até a exibiç ão das notificaç õ es de elasticidade nas páginas da inter- face web. 

 
Fonte: Autoral 

 

O módulo Capture recebe e processa os dados capturados pelos sensores espalhados 

pelo hospital e encaminha para o módulo Formatter, responsável por identificar a 

movimentação das pessoas. Após, o módulo Predict, identifica os padrões relacionados a 

chegadas de pacientes em cada ambiente do hospital, e os padrões relacionados ao tempo de 

espera por atendimento, e utiliza essa informação para prever a chegada futura de pacientes em 

cada sala do hospital. O módulo Elastic faz o gerenciamento de elasticidade do sistema, 

verificando a alocação de recursos humanos em cada ambiente e a movimentação dos pacientes, 

e compara com as previsões feitas pelo módulo anterior. Este módulo gera uma alocação 

inteligente e automática dos recursos humanos para atender melhor à demanda dos pacientes. 

Esses dois módulos podem ser executados tanto na Edge, na Fog e na Cloud. Por fim, o módulo 

de CityHealth app exibe as informações processadas, enviando notificações de elasticidade para 

recursos humanos, ou gerando dashboards para gestores. 
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3.3 ELASTICIDADE MULTINÍVEL DE RECURSOS HUMANOS EM CIDADES 

INTELIGENTES 

 

O CityHealth emprega o termo elasticidade como a capacidade do sistema de 

alocar/realocar/desalocar recursos humanos, a fim de se adaptar às diferentes demandas de 

pacientes em tempo real. Assim, a elasticidade refere-se a: 

(i) Alocação, que é a capacidade de requisitar profissionais de saúde que não estão no 

hospital para atender a demanda de pacientes; 

(ii) Realocação, que é a capacidade de migrar profissionais alocados em um ambiente 

hospitalar específico para outro ambiente; 

(iii) Desalocação que é a capacidade de liberar recursos humanos não mais necessários 

para atender a demanda. 

O modelo usa uma abordagem multinível, onde (i) No níıvel de sala, ele deve identificar 

o uso futuro das salas e checar se há atendentes suficientes para a demanda de pacientes; (ii) no 

nível de hospital, ele deve checar se há atendentes suficientes para a demanda de pacientes em 

todas as salas do hospital, com atendentes se deslocando entre as salas; e (iii) no nível regional, 

ele deve verificar se há atendentes suficientes para atender à demanda em regiões da cidade 

inteligente, com atendentes se movimentando entre hospitais e propondo movimentação de 

pacientes para hospitais mais adequados. Um diagrama desses três níveis é apresentado na 

Figura 3. 

 

Figura 3. Elasticidade proativa de recursos humanos. 

 
Fonte: Autoral 

 

Para tomar as decisões de elasticidade de recursos humanos, o modelo adapta a 

estratégia de elasticidade proativa usando limites superiores e inferiores para o contexto de 

pessoas. A Figura 4 ilustra este uso, onde o modelo prevê que o limite superior será atingido 

(adicionando recursos humanos para atender a necessidade) e logo após o modelo prevê que o 

limite inferior será atingido (ou seja, liberando pessoas para outros setores). 
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Figura 4. Elasticidade protiva baseada nos tempos de espera. 

 
Fonte: Autoral 

 

3.3.1 Elasticidade Proativa a Nível de Sala 

 

No nível de sala, o modelo precisa prever a taxa de chegada de pacientes com base em 

chegadas passadas e presentes. O modelo ARIMA é usado com o tempo médio de atendimento 

e tempo de espera na fila. Quando o tempo de espera excede os limites definidos pelo gerente 

do hospital, o CityHealth calcula o número de recursos necessários propondo alguns 

formalismos matemáticos. Esses formalismos usam uma abordagem proativa para determinar 

a demanda futura e ajustar o número de atendentes. 

𝐶𝑉 (𝑟, 𝑡𝑖, 𝑡𝑓) é o vetor de atendimentos na sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓, 𝑠𝑖𝑧𝑒(𝑥) é o tamanho de 

qualquer vetor. O tempo médio de atendimento em uma sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓 pode ser calculado 

usando a Equação 1, onde 𝐶𝐷𝑇 (𝑥[𝑖]) é o tempo de um atendimento 𝑥[𝑖] e 𝑥[ ] =

 𝐶𝑉 (𝑟, 𝑡𝑖 , 𝑡𝑓) é o vetor de atendimentos na sala 𝑟. 

 

 

 

A quantidade de atendentes em cada sala do hospital varia com o tempo, tornando a 

alocação elástica. A média de atendentes em uma sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓 é calculada usando a 

Equação 2, com 𝑁𝐴(𝑟, 𝑡𝑛) sendo a quantidade de atendentes na sala 𝑟 no instante 𝑛. 
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Em diferentes momentos, há diferentes quantidades de pacientes aguardando 

atendimento em cada sala. A Equação 3 estima a quantidade de pacientes aguardando 

atendimento em uma sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓, onde 𝑁𝑊𝑃 (𝑟,  𝑡𝑖) é a quantidade de pacientes 

aguardando atendimento na sala r no instante  𝑡𝑖 e 𝑁𝐼𝑃 (𝑟,  𝑡𝑛) é entrando na sala 𝑟 a cada instante 

 𝑡𝑛. 

 

 

 

Com base nas equações anteriores, o CityHealth calcula o tempo estimado de 

atendimento para pacientes em espera e estima o tempo de espera para um novo paciente que 

chega ao hospital. A Equação 4 define a função 𝐸𝐶𝑇(𝑟, 𝑡𝑖, 𝑡𝑓), onde 𝐴𝐶𝑇(𝑟, 𝑡𝑖, 𝑡𝑓) é o tempo 

médio de atendimento para a sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓, e 𝐸𝑁𝑃(𝑟, 𝑡𝑖 , 𝑡𝑓) é o número estimado de 

pacientes aguardando atendimento na sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓. 

 

 

 

Conhecendo o 𝐸𝐶𝑇 (𝑟, 𝑡𝑖, 𝑡𝑓), é possível analisar o tempo de espera de pacientes 

aguardando em uma sala 𝑟 entre 𝑡𝑖 e 𝑡𝑓. Porém, essa análise considera apenas uma sala com um 

atendente, enquanto na realidade existem salas com mais de um atendente, tornando necessário 

identificar o tempo médio de atendimento com diferentes quantidades de atendentes. Nesse 

sentido, o CityHealth usa uma alocação paralela de recursos humanos, em contrapartida a 

alocação paralela de máquinas virtuais usada em sistemas de elasticidade. Para tanto, a Equação 

5 é introduzida para representar o Speedup Elástico de Recursos Humanos. 

 

 

 

𝐻𝑅𝐸𝑆(𝑟, 𝑡𝑖, 𝑡𝑓) é a função que estima o tempo de atendimento em uma sala 𝑟 entre 𝑡𝑖 

e 𝑡𝑓, considerando a alocação paralela de atendentes, conforme indicado pela função 

𝐴𝑁𝐴(𝑟, 𝑡𝑖, 𝑡𝑓). Quanto maior for a quantidade média de atendentes alocados, menor será o 
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tempo estimado de atendimento, em proporção inversa. Com o objetivo de antecipar a 

ocorrência de sobrecargas no fluxo de pacientes, propomos a Equação 6, que permite realizar 

uma alocação proativa e elástica de recursos humanos, ajustando a quantidade de atendentes 

em cada sala com base nas estimativas de demanda futura. 

 

 

 

Onde: 

 

a é a quantidade de atendentes alocados entre os tempos futuros 𝑓𝑖 e 𝑓𝑓 e 𝐸𝐶𝑇(𝑟, 𝑓𝑖 , 𝑓𝑓)′ é a predição do tempo 

futuro de atendimento dessa sala usando ARIMA. 𝐸𝐶𝑇′ pode ser definida como: 

 

 

 

Onde: 

 

𝐴𝐶𝑇(𝑟, 𝑓𝑖, 𝑓𝑓)′ e 𝐸𝑁𝑃(𝑟, 𝑓𝑖 , 𝑓𝑓)′ são as predições do tempo médio de atendimento e da quantidade de pacientes 

futuros na sala 𝑟, respectivamente. Uma série temporal para 𝐴𝐶𝑇(𝑟, 𝑡𝑖, 𝑡𝑓) e 𝐸𝑁𝑃(𝑟, 𝑡𝑖, 𝑡𝑓) é gerada para cada 

sala 𝑟 e usada para prever 𝐴𝐴𝐶𝑇(𝑟, 𝑓𝑖, 𝑓𝑓)′ e 𝐸𝑁𝑃(𝑟, 𝑓𝑖 , 𝑓𝑓)′. Com a variação do atributo a na equação 

𝑃𝐻𝑅𝐸𝑆, o modelo pode identificar quantos atendentes seriam necessários para ajustar o tempo de espera de 

qualquer sala aos limites propostos. O Algoritmo 1 apresenta o pseudo-código proposto para verificar a necessidade 

de alocar ou desalocar recursos humanos em qualquer sala r em um hospital inteligente. 

 

Algoritmo 1: Elasticidade Proativa a Nível de Sala 

Entrada: Sala r, a atendentes, tempo inicial futuro fi, tempo final futuro ff 

Saída: Quantidade de atendentes a serem liberados ou alocados 

1 início 

2 upper ← Threshold Superior de tempo de espera na sala r; 

3 lower ← Threshold Inferior de tempo de espera na sala r; 

4 n ← 0; 

5 a′ ← a; 
˜
 

6 se PHRES(r, a, fi, ff ) > upper entao 

7 enquanto a′ < limit(r) e PHRES(r, a′, fi, ff ) > upper faça 

8 n ← n + 1; 

9 a′ ← a + n; 

10 fim 

11 senão se PHRES(r, a, fi, ff ) < lower então 

12 enquanto a′ > 0 e PHRES(r, a′, fi, ff ) < lower faça 

13 n ← n − 1; 

14 a′ ← a + n; 

15 fim 
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← 

← 

← 

← 

16 fim 

17 retorna n; 

18 fim 

 

3.3.2 Elasticidade Proativa a Nível de Hospital 

 

No nível de hospital, o modelo precisa testar diferentes alocações de atendentes para 

garantir que todas as salas identificadas na etapa anterior tenham atendentes suficientes. O 

CityHealth considera a possibilidade de mover profissionais de saúde entre diferentes 

ambientes do hospital para otimizar o tempo de atendimento médico. O modelo utiliza 

estratégias conhecidas de outros contextos da computação para redistribuir esses atendentes 

entre diferentes salas. O Algoritmo 2 apresenta a elasticidade proativa no nível de hospital. 

Cada sala possui uma especialidade específica, e o processo de realocação ou alocação de 

recursos humanos é realizado apenas entre profissionais que possuem a especialidade da sala 

de destino. As salas que necessitem de uma especialidade que nenhum outro profissional do 

hospital possui exigem a alocação de novos recursos humanos. 

Foi desenvolvido um algoritmo baseado em List Scheduling [Pillareddy and Karri 2023] 

para obter uma realocação balanceada de recursos humanos. O algoritmo ordena todas as salas 

em uma lista de acordo com o número de atendentes disponíveis para realocação. Quando uma 

sala precisa de mais atendentes, o modelo busca por atendentes disponíveis com a especialidade 

necessária na primeira sala da lista. Se os atendentes estiverem disponíveis, eles são realocados, 

e a lista é ordenada novamente. O algoritmo verifica a primeira sala da lista novamente se forem 

necessários mais atendentes, até que a sala obtenha todos os atendentes necessários. 

 

Algoritmo 2: Elasticidade proativa no nível de hospital 

 
Entrada: Lista de salas h, vetor v com os atendentes, tempo inicial fi, tempo final ff 

Saída: Vetor se salas e quantidade de atendentes por alocar ou desalocar l 

1 início 

2 l   um novo vetor de salas e quantidade de atendentes para alocar e desalocar; 

3 para cada sala r na lista de salas h faça 

4 a   quantidade de atendentes alocados em r; 

5 q   executa o Algoritmo de Elasticidade proativa no n´ıvel de sala usando r, a, fi e 

ff como entrada; 

6 l.add(r, q); 

7 fim 

8 sort l, pela quantidade de atendentes disponíveis; 

9 l   executa o Algoritmo de Desalocação de RH usando l e a os atendentes alocados de 

v como entrada; 

10 sort l, pela quantidade de atendentes dispon´ıveis; 
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← 

← 

11 para cada sala r na lista l faça 

12 lr   sort l, pela quantidade de atendentes disponíveis com a especialidade da sala r; 

13 executa o Algoritmo de List Scheduling para Realocação de RH usando r e lr como 

entrada; 

14 fim 

15 h   salas do vetor l; 

16 retorna l; 

17 fim 

 

A Figura 5 ilustra o processo de realocação, onde a sala 1 precisa de mais três atendentes 

e as salas 2 e 4 têm alguns atendentes disponíveis. Seguindo a lógica do algoritmo de List 

Scheduling adaptado, no primeiro round, a sala 2 é a primeira da lista, com três atendentes 

disponíveis, e fornece um atendente para a sala 1. No segundo round, mesmo que todas as salas 

tenham o mesmo número de atendentes disponíveis, a sala 2 permanece no topo da lista, assim, 

outro atendente é realocado. Por fim, no terceiro round, a sala 4 se torna a primeira da lista, pois 

possui dois profissionais disponíveis (enquanto que a sala 2 possui apenas um), e um atendente 

da sala 4 é realocado para a sala 1. 

 

Figura 5. Realocaç ão através do algoritmo de List Scheduling adaptado. 

 
Fonte: Autoral 

 

No contexto da elasticidade de recursos humanos, a histerese pode ser um problema, 

pois o sistema pode retornar ao estado anterior na ausência do estímulo que causou a mudança. 

Isso pode levar a uma realocação contínua entre salas, impedindo que os recursos sejam 

alocados de forma eficaz. Para evitar esse problema, foi empregada uma estratégia baseada em 

cooldown period, em que o recurso realocado não pode retornar para a sala anterior 

imediatamente. Dessa forma, a necessidade de uma sala só será atendida se houver recursos 

livres em outros lugares. 

 

3.3.3 Elasticidade Proativa a Nível Regional 

 

No nível regional, o CityHealth precisa testar diferentes alocações para os atendentes 

para garantir que todas as salas de todos os hospitais tenham atendentes suficientes. Para isso, 
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o algoritmo considera a possibilidade de movimentação de profissionais de saúde entre 

diferentes hospitais, utilizando uma nova definição para o custo de alocação ou realocação de 

pessoas. Esse custo é o tempo estimado para a movimentação fornecida em tempo real pela API 

Distance Matrix do Google Cloud, adicionando o tempo médio do processo de alocação interna. 

A Figura 6 apresenta o fluxograma executado em cada node regional. Para conseguir a alocação 

e realocação de recursos humanos em nível regional, cada nó realiza as seguintes etapas: 

verificar se os ambientes de saúde nos nós abaixo requerem recursos humanos, identificar o nó 

com maior necessidade e verificar a disponibilidade de recursos humanos nos nós inferiores. 

Se disponível, o modelo seleciona o nó com o menor custo de realocação e verifica se o custo 

de realocação é menor que o custo de alocação. Se o custo para realocar for menor, o modelo 

realizará a realocação. Se o custo de alocação for menor, o modelo aloca um novo recurso 

humano. Se nenhum recurso humano estiver disponível nos nós inferiores, o algoritmo verifica 

um nó acima, passando a decisão para o próximo nível, se houver. Caso contrário, o modelo 

aloca um novo recurso humano. O gerenciador de elasticidade, em cada nível de nó, monitora 

constantemente a carga de trabalho e os recursos do ambiente de saúde, incluindo a 

disponibilidade de atendentes com as especialidades necessárias. Sempre que uma sala 

necessita de recursos humanos adicionais, o gestor de elasticidade procura os atendentes 

disponíveis com a especialidade pretendida e realoca (ou aloca) os mesmos para a sala 

necessária. Dessa forma, o ambiente de saúde pode alocar seus recursos de forma eficiente e 

minimizar o tempo de espera dos pacientes. Como no nível anterior, apenas profissionais com 

a especialidade da sala de destino são realocados ou alocados. 

 

Figura 6. Fluxograma da Elasticidade Proativa no nível regional. 

 
Fonte: Autoral 
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A cidade inteligente precisa ter uma estratégia para definir quais recursos humanos estão 

disponíveis para alocação. Se a demanda futura de atendimento dos hospitais for baixa e a 

desalocação de atendentes não prejudicar o todo, o modelo propõe a desalocação de atendentes 

fora do seu horário normal de trabalho. As operações de alocação e desalocação também são 

protegidas pelo cooldown period. 

 

4 METODOLOGIA DE AVALIAÇÃO 

 

Para avaliar o desempenho do modelo, foi realizada uma emulação de uma cidade com 

dois hospitais, considerando a falta de dados disponíveis. Ambos os ambientes hospitalares 

foram definidos com base em cargas de trabalho sintéticas, que de acordo com Rostirolla et al. 

(2018), podem ser consideradas uma forma representativa para avaliar a elasticidade em nuvens 

computacionais. O modelo foi implementado principalmente em Java, com exceção do modelo 

ARIMA, que foi implementado em Python. Foi utilizado um relógio com incrementos discretos 

de dez segundos para emulação das filas hospitalares. A cada avanço no relógio de emulação, 

o emulador verifica os pacientes em atendimento e os que devem deixar o atendimento. Além 

disso, a chegada de novos pacientes é verificada a cada ciclo de monitoramento. 

 

4.1 CENÁRIOS CONSIDERADOS 

 

Para o procedimento de emulação da cidade, foram considerados dois cenários 

diferentes: 

C1: Cidade sem o modelo (não-elástico); e 

C2: Cidade com o uso do modelo CityHealth. 

 

4.2 PARÂMETROS 

 

Foram utilizados os dados do estudo de Capocci et al. (2017) realizado em uma 

policlínica de Guarulhos, em São Paulo, para a emulação de cada ambiente hospitalar. Isso 

permitiu que todos os parâmetros utilizados, como as distribuições de tempos de atendimento, 

movimentação de pacientes entre as salas e alocação de profissionais, fossem baseados em 

dados reais disponíveis em Capocci et al. (2017). 

No Brasil, com base na Lei nº 13.467 [Brazilian government 2017] e no Decreto- Lei nº 

5.452 [Brazilian government 1943], o modelo adotado para ambientes hospitalares é o 12x36. 
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Sob esse regime, um funcionário trabalha por doze horas consecutivas e descansa por trinta e 

seis horas antes de um novo turno. Quatro profissionais em turnos alternados são suficientes 

para garantir o atendimento de um mesmo posto de trabalho de forma ininterrupta. Enquanto 

um recurso humano trabalha, outros três estão no período de descanso. Dessa forma, no modelo, 

para um funcionário em repouso estar disponível para alocação deve seguir as seguintes regras: 

Regra 1: O período mínimo de descanso para alocação é de onze horas e um funcionário 

alocado deve ser desalocado no máximo 11 horas antes do seu próximo turno de trabalho 

normal em função da determinação que exige esse tempo entre jornadas na lei; 

Regra 2: Um funcionário alocado não pode trabalhar mais de doze horas consecutivas, 

conforme regulamentado por lei; e 

Regra 3: Funcionários devem ter pelo menos um período de descanso remunerado de 

pelo menos 24 horas por semana, como exigido na lei. 

Como foram utilizados dados coletados em um hospital brasileiro, foram estabelecidos 

limites realistas para o projeto. Adotou-se como referência o Projeto de Lei de 14 de junho de 

2018 [Fabio 2018], que propõe um tempo máximo de espera de 30 minutos para atendimento 

em hospitais, clínicas e laboratórios. A partir disso, foi definido que a carga máxima do 

CityHealth seria de 30 minutos e o limite inferior seria de 9 minutos (equivalente a 30% do 

tempo máximo de espera). Para considerar a possibilidade de ajustes, foram definidos 10 

minutos para o processo de realocação (movimentação de recursos humanos entre salas) e 60 

minutos para o processo de alocação (simulando a movimentação de um novo recurso humano 

até o hospital) e realocação entre hospitais. 

 

4.3 WORKLOAD 

 

Em relação à carga dos pacientes, foi modelada uma carga em onda que seria a mais 

próxima da realidade hospitalar. Para cada hospital emulado utilizou-se uma onda inversamente 

proporcional. Esse comportamento de carga de trabalho é baseado no proposto por Rostirolla 

et al. (2018). Além disso, para cada hospital, o modelo utiliza uma alocação de 11 recursos 

humanos por turno, conforme encontrado em Capocci et al. (2017). 
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4.4 MÉTRICAS DE AVALIAÇÃO 

 

Para avaliar o desempenho do modelo, foram consideradas as seguintes métricas con- 

forme propostas por Fischer et al. (2019): 

M1: Tempo máximo de espera; 

M2: Custo; e 

M3: Quantidade elástica de recursos humanos. 

Para a primeira métrica, esperava-se que o modelo proporcione uma redução no tempo 

médio de espera. Para a segunda métrica, foi calculado o custo com recursos humanos com base 

no que a legislação brasileira determina como o custo de um profissional trabalhando fora do 

seu período normal de trabalho. Segundo o governo brasileiro [Brazilian government 2017], os 

profissionais que trabalham fora do horário normal de trabalho devem ganhar pelo menos 50% 

a mais. Com base nisso, utilizamos a Equação 8 para Custo de recursos humanos proposta por 

Fischer et al. (2019): 

 

 

 

Onde: 

 

no instante de tempo 𝑡𝑛, 𝐻𝑅(𝑡𝑛) é o número total de recursos humanos em suas horas normais de trabalho, 

enquanto 𝐴𝑙𝑙𝑜𝑐𝐻𝑅(𝑡𝑛) é a quantidade de pessoal médico que foram alocados ou estão em processo de alocação 

fora do seu horário normal de trabalho. 

 

Por fim, foi proposta uma métrica para comparar a alocação elástica e não elástica dos 

profissionais de saúde em termos do número de recursos humanos. O modelo foi projetado para 

maximizar o uso dos profissionais de saúde existentes no hospital. Portanto, será comparada a 

alocação estática com a alocação elástica. 

 

5 AVALIAÇÃO E ANÁLISE DOS RESULTADOS 

 

Com base na metodologia de avaliação, foram realizadas duas emulações da cidade 

proposta, a fim de coletar resultados para análise. Para cada cenário proposto, entre C1 e C2, 

foi realizada uma emulação de dois hospitais, gerando quatro resultados para comparação. Para 
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a primeira métrica, esperava-se uma diminuição no tempo de espera por atendimento. A Figura 

7 mostra o tempo máximo de espera identificado nos cenários propostos durante o período de 

uma semana emulado. Percebeu-se uma redução significativa no tempo máximo de espera entre 

C1 e C2, em ambos os ambientes hospitalares. Graças aos procedimentos de realocação e 

alocação, o CityHealth demonstrou diminuir o tempo de espera em 90,97% e 95,60% em cada 

hospital, em comparação com os hospitais não elásticos. 

 

Figura 7. Tempo máximo de espera aferido na emulaç ão. 

 
Fonte: Autoral 

 

Para a segunda métrica, esperava-se que o custo dos recursos humanos seria maior entre 

os cenários. Para esta métrica, não faria sentido comparar o custo entre hospitais, uma vez que 

no modelo CityHealth todos os hospitais podem partilhar profissionais. Desta forma, 

consideramos o custo total da cidade inteligente, pois em determinados momentos um hospital 

pode ter menos que os 11 profissionais propostos em sua carga horária original, pois transferiu 

um profissional para outro hospital, que neste contexto teria 12 profissionais, sem gerar custos 

com horas extras. A Figura 8 mostra o custo de recursos humanos para C1 em comparação com 

C2. Podemos observar que o custo variou de 22 a 27,25 por hora. Além disso, conforme 

mostrado na Figura 8 acima mencionada, podemos ver que a abordagem proposta pelo modelo 

alcançou uma redução significativa no tempo de espera, com um baixo aumento no custo. Para 

o cenário C2, o custo médio aumentou em apenas 8,58% em relação ao cenário C1. 
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Figura 8. Custo de recursos humanos em comparaç ão com a média dos tempos máximos de espera nos 

hospitais. 

 
Fonte: Autoral 

 

Esperava-se um aumento na quantidade de profissionais no hospital, bem como uma 

variação desse número ao longo do período de atendimento, para a quantidade elástica de 

recursos humanos utilizados. A Figura 9 apresenta a quantidade elástica de recursos humanos 

utilizados no C2, o único cenário em que o número de funcionários pode variar. Observa-se que 

a quantidade de recursos humanos variou de 22 a 26 por hora, considerando ambos os hospitais. 

Além disso, a Figura 9 mostra que sempre que o modelo realoca ou aloca profissionais para o 

atendimento, o tempo de espera diminui. 

 

Figura 9. Quantidade elástica de recursos humanos utilizados em comparaç ão com o tempo máximo de espera 

nos hospitais no Cenário C2. 

 
Fonte: Autoral 
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Com base nas métricas estabelecidas, pode-se concluir que o CityHealth melhorou o 

desempenho dos hospitais da cidade emulada. O tempo máximo de espera apresentou uma 

diminuição entre os cenários C1 e C2, cumprindo o objetivo dessa métrica, como proposto na 

metodologia de avaliação. O custo com recursos humanos aumentou de forma inversamente 

proporcional à diminuição do tempo de espera, conforme esperado. Assim, ficou evidente que 

um mero aumento de 8,58% no custo resultou em uma diminuição de até 95,6% na média do 

tempo máximo de espera. Já para a quantidade elástica de recursos humanos utilizados, o 

aumento esperado entre os cenários foi alcançado pelo CityHealth. Dessa forma, os resultados 

esperados foram atingidos. 

Ao contrário do estado da arte, o CityHealth apresenta um modelo capaz de geren- ciar 

recursos humanos e pacientes de forma a reduzir a sobrecarga nos ambientes de saúde, 

analisando o estado de saúde de pessoas fora dos hospitais, propondo ajustes proativos na 

capacidade de atendimento, e automatizando a tomada de decisão. Embora tenham sido 

alcançado resultados animadores, é importante destacar que existem limitações que devem ser 

abordadas na implementação do modelo em uma cidade real. É preciso garantir que os 

funcionários e pacientes carreguem seus dispositivos vestíveis, para que o modelo possa 

funcionar adequadamente. Além disso, o modelo apenas gera notificações para os recursos 

humanos, sendo necessário que eles sigam as recomendações. Outra limitação é a instalação 

prévia do sistema de sensores em todos os ambientes dos hospitais, bem como pela cidade 

inteligente. Portanto, essas limitações devem ser abordadas para garantir a eficácia do modelo 

em uma cidade real. 

 

6 CONCLUSÃO 

 

Este artigo apresentou o modelo CityHealth, que visa solucionar o problema da alocação 

estática de recursos humanos em ambientes de saúde de uma cidade inteligente. Ao contrário 

de trabalhos relacionados, o modelo não apenas utiliza técnicas de predição para antecipar 

problemas, mas também propõe um modelo para alocar, realocar e desalocar profissionais em 

hospitais de uma cidade inteligente. Assim, o conceito de elasticidade da computação em 

nuvem foi estendido para o contexto de gerenciamento de recursos humanos, apresentando 

novos formalismos matemáticos, algoritmos e definições para fornecer uma alocação dinâmica 

e elástica de profissionais. Espera-se que o modelo possa ajudar a diminuir o tempo de espera 

dos pacientes em atendimento à saúde, como comprovado no estudo de caso, em que o tempo 

de espera diminuiu em mais de 95%. 
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A título de trabalhos futuros, espera-se implementar um protótipo que compreenda todo 

o modelo proposto, permitindo a sua instalação em ambientes hospitalares reais, para uma 

melhor avaliação dos resultados. Outra possibilidade de melhoria seria a adaptação do modelo 

para utilizar outros algoritmos de predição tais como redes neurais ou random forests. Espera-

se também identificar que impacto a alocação dinâmica de profissionais possui sobre os 

próprios profissionais e como a qualidade do serviço seria impactada ao usar tal metodologia. 
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