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摘  要  学习向量量化( Learning Vector Quantization, LVQ)神经网络在声学底质分类中具有广泛应用. 常用的 LVQ

神经网络存在神经元未被充分利用以及算法对初值敏感的问题, 影响底质分类精度. 本文提出采用遗传算法

( Genetic Algorithms, GA)优化神经网络的初始值,将 GA与 LVQ神经网络结合起来, 迅速得到最佳的神经网络初始权

值向量,实现对海底基岩、砾石、砂、细砂以及泥等底质类型的快速、准确识别. 将其应用于青岛胶州湾海区底质分

类识别研究中,通过与标准的 LVQ神经网络的分类结果进行比较表明,该方法在分类速度以及精度上都有了较大

提高.
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Abstract  The Learning Vector Quantization (LVQ) neural network approach has been widely used in acoustic

seafloor classification. However, one of the major weak points of LVQ is its sensitivity to the initialization,

affecting the seafloor classification accuracy. In this paper, Genetic Algorithm ( GA) is used to optimize the

initial values of LVQ. The GA_based LVQ can rapidly provide the most optimized initial reference vectors and

accurately identify many types of seafloor, such as rock, gravel, sand, fine sand andmud in survey areas. The

proposed new approach has been applied to seafloor classification using Multibeam Echo Sounder ( MBES)

backscatter data in Jiaozhou Bay near Qingdao City of China. Comparing the evolving LVQ with the standard

LVQ, the experiment results indicate that the approach of GA_based LVQ has improved the seafloor

classification speed and accuracy.
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1  引  言

  海底底质是海洋环境的重要评价指标, 底质类

型的分类与识别是海洋科学考察和研究的重要内容

之一. 随着海洋资源开发活动的大规模开展, 以及

港口、航道、海上平台、海底管线等海洋工程建设的

大量进行,迫切要求更新、更快的方法对调查区域的

底质类型及分布情况有全面、系统、科学的掌握.

传统的海底底质探测, 主要依靠站点式的机械

手段来获取样品,然后通过实验室内的样品分析, 确

定海底沉积物的类型及其分布特征. 这种方法已经

成为一种广泛使用的常规方法, 在海洋工程建设和

海洋科学研究方面起了重要的作用. 但是, 传统的

地质取样方式在分析海底底质特性、确定底质类型

上,存在设备笨重,工作费时、费力等不足,在深水区

域困难尤其大; 同时,传统取样方式一般是按一定网

格定点离散地取样,通过资料的内插与外延对测区

内底质类型进行划分的, 因此其代表性会受到一定

影响
[ 1]

.

20世纪 70年代, 人们就开始应用声学遥感的

方法进行海底底质类型的划分与识别研究
[ 2]

. 声学

底质分类是通过遥测海底底质的声学特性(如反射

系数、声速、衰减、散射等)来了解其物理特性(如底

质类型、粒度大小等) ,它具有工作高效,获取资料连

续、丰富的特点,为海底底质类型划分提供了一种迅

速而可靠的方法. 多波束勘测技术是 20世纪 60年

代以来发展起来的新一代海底地形测量技术, 应用

这一高新技术不仅能大范围地了解海底地形、地貌

特征,还能直接用来遥测海底底质特征,用于底质分

类研究. 利用多波束测深系统可以在不增加其他外

部设备和经费的情况下, 快速、准确地获取调查区域

内的底质类型分布情况, 这对于海洋科学考察、海洋

工程应用等领域都具有重要意义.

利用多波束测深系统获取的反向散射强度

(Backscatter Strength, BS)数据对海底底质进行分类

的方法很多,如频谱分析法
[ 3~ 5]
、纹理分析法

[6, 7]
、统

计分类方法
[ 7, 8]
以及神经网络方法

[ 9~ 11]
等. 其中,

Kohonen
[12]
提出的 LVQ神经网络在声学底质分类中

具有广泛应用
[ 13~ 17]

. 但是, 常用的 LVQ神经网络存

在神经元未被充分利用以及算法对初值敏感的问

题
[ 18, 19]

,如果初值的选择偏差太大就不会产生好的

聚类效果, 影响底质分类精度. 本文采用 Holland
[20]

提出的遗传算法优化神经网络的初始值,将 GA 与

LVQ神经网络结合起来, 迅速得到最佳的神经网络

初始权值向量,实现对海底基岩、砾石、砂、细砂以及

泥等底质类型的快速、准确识别.

2  底质分类原理及其数据预处理

  多波束测深系统在进行水深测量的同时也记录

了海底反向散射强度. 反向散射强度可以理解为海

底介质对声波反射和散射能力的一种反映,它依赖

于声波入射角、海底粗糙程度、沉积物的声学参数

(如密度、声速、衰减、散射等)以及声波在水体中的

传播状况,反映了海底底质类型特征
[ 19]

.

通常, 可以根据海底反向散射强度的强弱不同

划分不同的沉积物类型,如岩石散射能力比砾石强,

砾石的散射能力又强于砂等. 海底反向散射强度可

表达为
[ 21~ 23]

BS = BSB + 10lgA , ( 1)

式中, A 表示波束照射区面积(如图 1) , 它可以通过

脉冲宽度 S、发射波束宽度 HT、接收波束宽度 HR 以

及波束的入射角 H求出.

图 1 多波束发射/接收波束几何结构示意图

Fig. 1 Beam geometrical configuration of

multibeam echo sounder

当波束入射角位于中央波束附近( H= 0b)时,

A = HT HRR
2
; ( 2)

当波束入射角 H为其他值时,

A =
1

2sinH
cSHTR . ( 3)

BSB 为海底的固有散射强度, 通常情况下依赖于波

束的入射角 H. 当 H = 0b时, BSB 近似为一常数

BSN ;当 H X 0b时, BSB 不但取决于波束的入射角,还

依赖于海底底质类型特征, 其变化服从 Lambert 定

律
[ 20]

,即
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BSB = BSN   ( H= 0b) ; ( 4)

BSB = BSO + 10lgcos
2
H ( H X 0b) . ( 5)

  根据( 1) ~ ( 5)式,可得

BS = BSN + 10lg( HT HR R
2
)  ( H= 0b) ; ( 6)

BS = BSO + 10lgcos
2
H

+ 10lg( cSHTR / 2sinH)  ( H X 0b) . ( 7)

上式中, BSN 为声波法向入射( Normal incidence)时海

底底质反向散射强度, BSO 为声波斜入射( Oblique

incidence)时海底底质反向散射强度,它们仅仅反映

海底底质类型特征;入射角 H可以根据 Snell声线跟

踪法则确定.

  为了获取与入射角度无关、仅仅反映海底底质
特征的 BSN 和 BSO , 首先对原始反向散射强度数据

经过声信号传播损失改正、声线弯曲改正、Lambert

法则改正(消除 10lgcos
2
H项) , 然后再经过海底地形

起伏及波束照射区面积改正(消除 10lgA 项)、船底

正下方中央波束区反射信号影响改正以及中值滤波

处理后, 最后获取真实反映底质类型特征的反向散

射强度信息(图 2) ,用于海底底质分类识别研究
[ 24]

.

图 2 反向散射强度数据预处理流程图[ 24]

Fig. 2  Process flow for backscatter data pre_processing[ 24]

3  LVQ 神经网络分类方法

  神经网络是数据驱动、非线性、非参数模型. 近

十多年来, 神经网络已经成为复杂信号处理和分类

的重要工具,分类是神经网络最活跃的应用领域之

一. 通常有两类神经网络模型用于多波束反向散射

强度数据的底质分类研究, 即需要真实地质取样数

据的监督学习网络
[ 9~ 11]

和不需要真实地质取样数据

的非监督学习网络
[ 13~ 17]

.

图 3 LVQ神经网络结构示意图

Fig. 3  Schematic depiction of LVQ neural network

LVQ神经网络属于一种结合监督学习与非监督

学习的混合网络结构, 且在学习的速度上较反向传

播( Back Propagation, BP)神经网络快很多, 应用于分

类的工作上, 颇为省时方便. 它由三部分组成: 输入

层、竞争层(隐含层)和输出层(图 3)
[ 12]

. 前两层实

际上就是竞争网络. 一般的自组织特征映射 ( Self_

Organizing Feature Map, SOFM)神经网络
[12]
的竞争层

能够自动学习对输入向量的分类, 其分类的根据是

输入向量之间的距离, 如果两个输入向量距离接近,

竞争层就把它们分为同类. 而LVQ是在监督状态下

对竞争层进行训练的一种学习算法, 通过学习, LVQ

神经网络将输入向量中与目标向量相近的分离出

来,对其进行分类.

LVQ神经网络基本原理和概念是比较直观的.

一群 N 维输入训练样本, 可以视为在 N 维空间的

样本点,而同一个类别的样本点可能散布成数群,各

有各的形心; LVQ 神经网络通过样本点来估计各个

群体的形心位置, 并正确地对应到所属的类别中;训

练完成后的应用阶段, 即可利用各自群体的形心位

置,做出正确的分类判断.

LVQ神经网络的第 2 层属于非监督的竞争层,
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每个神经元为一个独立的子类别. 当样本点输入竞

争层中,计算样本点与各子类别间的欧氏距离,寻找

出最适合的子类别归属它,如下式:

d( X , W c) = min{d ( X , Wi ) } , ( i = 1, 2, ,, n) ,

( 8)

式中, X 表示输入样本向量, W表示网络初始形心

位置向量, d ( X , Wi )表示输入样本点 i 与子类别间

的距离, Wc表示竞争胜出后的子类别.

将竞争层优胜者的信息传入第 3个输出层, 进

行监督学习的分类. 第 3 层的权值是固定值, 优胜

者信息传入后, 即会产生学习结果的正确或错误; 根

据分类结果的正确与否, 适当地修正竞争层的网络

权值, 以寻找正确形心位置. 权值 W 的调整方式

如下:

当 i = c时,

W c ( t + 1) = W c ( t ) + A( t ) [ X ( t ) - W c ( t ) ]

 (分类结果正确) , ( 9)

W c ( t + 1) = W c ( t ) - A( t ) [ X ( t ) - W c ( t ) ]

 (分类结果错误) ; ( 10)

  当 i X c时,

W i ( t + 1) = Wi ( t ) , ( 11)

上式中, A( t )表示学习速率,数值介于 0与 1之间,

它具有抑制网络权值趋近无限大的作用.

式( 9)表示子类别形心受样本点吸引,往样本空

间中的样本点移动; 式( 10)则表示受到样本点的排

斥,远离样本点; 经过数次迭代, 寻找出各子类别适

当的形心位置, 完成分类工作. 此为标准的 LVQ 神

经网络分类算法.

4  结合遗传算法的 LVQ 神经网络分

类方法

  LVQ神经网络具有很好的分类识别特性, 能够

对任意输入向量进行分类, 不管它们是不是线性可

分的, 这一点比 BP神经网络要优越得多;此外, LVQ

神经网络表现出比 BP 神经网络更强的容错性和鲁

棒性,不易导致系统的崩溃,一般只要使用建立好的

网络分类结构, 输入实际所需的性能指标就能得到

较为满意的识别结果. 但是,常用的 LVQ神经网络

存在神经元未被充分利用以及算法对初值敏感的问

题
[ 18, 19]

,如果初值的选择偏差太大就不会产生好的

聚类效果. GA 具有很强的通用优化能力, 采用 GA

优化 LVQ神经网络的初始值, 可以迅速得到最佳的

网络权值向量, 然后应用 LVQ 算法进行分类识别,

能够有效提高分类速度和精度.

411  遗传算法
GA具有很强的鲁棒性和全局优化能力,它最大

的优点是在寻优过程中,只使用目标函数(适应度函

数) ,而不采用梯度和其他的辅助信息, 其寻优过程

也是从解空间点集出发, 直到全局最优. 应用这一

特性,可以给 LVQ神经网络选择初始权值.

( 1)编码

GA的编码就是解的遗传表示,它是应用 GA求

解问题的第 1步. GA的编码方式有很多种, 我们采

用格雷码( Gray Code)对个体进行编码. 这种编码方

式便于进行交叉、变异等遗传操作, 有利于提高 GA

的局部搜索能力.

( 2)适应度函数

在 GA中使用适应度函数来度量群体中各个个

体在优化计算中能达到或接近于达到最优解的优良

程度. 适应度较高的个体遗传到下一代的概率就较

大,而适应度较低的个体遗传到下一代的概率就相

对小些. 对于不同的问题,适应度函数的定义方式

不同.

( 3)选择、交叉及变异操作

GA有 3个基本操作:选择、交叉和变异.

选择的目的是为了从当前群体中选出优良的个

体,使它们有机会作为父代为下一代繁殖子孙. 选

择体现了达尔文的适者生存原则.

交叉操作是 GA中最主要的遗传操作. 通过交

叉操作可以得到新一代个体,新个体组合了父辈个

体的特性. 交叉体现了信息交换的思想.

变异操作首先在群体中随机选择一个个体,对

于选中的个体以一定的概率随机改变二进制编码中

的值. 变异为新个体的产生提供了机会.

412  GA_LVQ神经网络分类方法

首先通过 GA 获得最佳的初始权值向量, 然后

应用 LVQ神经网络分类方法实现对输入向量的快

速、准确识别. 算法步骤如下(图 4) :

( 1)网络建立

建立一个LVQ神经网络, 选取输入向量 X , 同

输入向量 X 相对应的输出目标向量T, 并且选定网

络竞争层的神经元数目 S , 将输入样本向量数据 X

进行归一化处理, 数据值归算到[ 0, 1]之间.

( 2) GA参数的定义

随机产生N 个初始串结构数据, 每个串结构称

为一个个体, N 个个体构成了一个群体, 取遗传代
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图 4 GA_LVQ神经网络分类方法流程图

Fig. 4 Process flow for classification of

GA_LVQ neural network

数计数器 t = 0,形成初始群体 P ( 0) ; 确定交叉概

率 P c、变异概率 Pm 以及误差 E.

( 3)适应度函数的计算

根据随机个体到输入样本点的平均方差距离:

D ( t ) =
1
M E

i

( Xi ( t ) - Pi ( t ) )
2

1P2

, ( 12)

式中, D ( t )表示平均方差距离, M 表示群体数目,

Xi ( t )表示输入样本向量, P i ( t )表示随机个体向量.

计算个体的适应度:

f ( t ) =
1

1+ D ( t ) , ( 13)

式中, f ( t )在[ 0, 1]之间.

计算

d = D ( t ) - D ( t - 1) , ( 14)

若| d | < E,则跳转到第 5步.

( 4)遗传迭代

根据适应度以交叉概率 Pc 对个体进行交叉,

并以变异概率 P m 对新个体进行变异操作. 令 t =

t+ 1,形成 t 代群体,转到第 3步.

( 5)获取网络初始权值

通过 GA的迭代计算, 当| d | < E,获得网络初

始权值向量 W.

( 6)网络训练

设定学习速率 A、最大训练步数 max_epoch、期

望误差 X. 经过多次循环训练后,竞争层的神经元

的权重向量分布发生了变化,这种分布适合对输入

向量进行分类.

( 7)网络测试和使用

网络训练好以后, 其权值就固定下来,以后对于

每一个输入值, 网络都会提供相应的分类结果. 可

以利用仿真函数来观察 GA_LVQ神经网络对训练数

据和测试数据的分类结果.

最后,将需要分类的全部数据向量,输入到已经

训练、测试好的 LVQ神经网络中, 网络就可以对其

进行分类,获取测区底质分布图.

图5  研究区域海底底质类型分布示意图

Fig. 5  Schematic depiction of sediment distribution in

the study area near Qingdao

5  实验结果

511  数据选取

选择在青岛胶州湾利用挪威 Simrad EM3000D

多波束测深系统进行多波束测量试验的部分数据作

为研究对象(图 5中四边形框线所围区域) . 根据已

有的实测资料
[ 25]
及本次试验 42个现场地质取样资

料分析(图5中黑点为取样点) , 研究区域的海底底

质类型可以分为基岩 ( A 类)、砾石 ( B 类)、砂 ( C
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类)、细砂(D类)以及泥( E类)等 5种类型(图 5) .

对于多波束测深系统获取的原始反向散射强度

数据,必须经过一系列数据预处理
[ 24]

, 才能获取真

实反映底质类型特征的反向散射强度信息, 用于底

质分类识别研究. 根据现场地质取样资料的分析结

果,选取相应的 3828组处理过的反向散射强度数据

作底质分类研究(包括 783组基岩、549组砾石、450

组砂、990组细砂及 1056组泥) ,将其分为训练样本

数据 2552 组(包括 522 组基岩、366 组砾石、300 组

砂、660组细砂及 704 组泥) , 测试样本数据 1276 组

(包括 261组基岩、183组砾石、150组砂、330组细砂

及352组泥) .

512  分类结果
建立LVQ神经网络,选取输入 2552组训练样本

数据, 输出目标向量 T 表示 5种底质类型, 竞争层

神经元个数为 30,设定网络学习速率 A= 0101, 网
络期望误差 X = 01003;取遗传群体个数为30,采用

较为常用的24位格雷编码, 交叉概率 P c= 019、变

异概率 Pm= 011, 设定 E= 01001,遗传迭代结束的

条件为| d | < E(图 4) . 分别应用 LVQ和 GA_LVQ

神经网络方法对训练样本数据进行分类识别, 计算

结果如图 6.

从图6可以看出, GA_LVQ神经网络在收敛速度

和收敛性能上都比标准 LVQ 神经网络有了显著提

高,当 GA_LVQ计算至 1575步时, 计算耗时 36 min,

期望误差 X就已经小于 01003, 达到网络收敛要求;

而LVQ神经网络计算至 3000步, 期望误差 X还大

于011, 远大于收敛条件, 网络还处在振荡状态, 难

以很快收敛,网络计算至 15000步,计算耗时 12 h以

上,期望误差 X才小于 0101, 无法达到网络收敛条
件,训练强制结束.

分别将训练数据和测试数据输入训练好的 GA_

LVQ和LVQ中进行分类识别, 其分类结果见表 1和

图7. 表 1中, 全部样本的分类精度不是训练样本和

测试样本分类精度的简单平均, 而是通过输入全部

样本数据(包括训练样本及测试样本) , 最后计算得

图 6 GA_LVQ与 LVQ平均方差曲线图

Fig. 6 Mean square errors of GA_LVQ and standard

LVQ neural network

到的5种底质类型分类精度. 从表 1及图 7可以看

出,应用 GA_LVQ 神经网络进行底质分类识别, 基

岩、砾石、砂、细砂以及泥的分类精度达到 9514%、
8513%、9117%、8812%、9012%, 远远高于应用标准

LVQ神经网络的分类精度 8917%、7210%、8013%、
7512%、8211% ,分类精度有了很大提高, 取得了满

意的分类结果.

图 7 GA_LVQ与 LVQ分类精度比较图

Fig. 7 Accuracy comparison of classification using the

proposed GA_LVQ and the standard LVQ neural network

表 1 GA_LVQ与 LVQ分类精度比较

Table 1 Accuracy comparison of seafloor classification using GA_LVQ and LVQ neural network

底质类型 训练样本数 测试样本数
分类精度(训练样本) 分类精度(测试样本) 分类精度(全部样本)

LVQ GA_LVQ LVQ GA_LVQ LVQ GA_LVQ

基岩 521 261 9012% 9516% 8913% 9512% 8917% 9514%
砾石 367 183 7214% 8517% 7115% 8417% 7210% 8513%

砂 300 150 8111% 9210% 7916% 9115% 8013% 9117%

细砂 660 330 7514% 8816% 7510% 8718% 7512% 8812%

泥 704 352 8213% 9018% 8117% 8917% 8211% 9012%
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6  结   论

  利用神经网络进行海底底质分类是近年来声学

海底遥测的一个研究热点. 本文针对常用的LVQ神

经网络存在神经元未被充分利用以及算法对初值敏

感的问题, 采用遗传算法优化 LVQ神经网络的初始

值,将 GA与 LVQ神经网络有效结合起来,可以迅速

获取最佳的神经网络权值向量, 从而加速了网络收

敛速度,提高了网络分类精度. 实验结果表明, 应用

GA_LVQ神经网络能够快速、准确地实现对海底基

岩、砾石、砂、细砂以及泥等底质类型的自动分类

识别.
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