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摘 要：三支决策的“分、治、效”（TAO）模型包括构建三分、施加策略、结果评估三个部分。目前，关于结果评

估的研究旨在衡量策略施加后结果的前后变化，还无法预测施加哪个策略能达到最大效果。为了解决这一问

题，对 TAO 模型的“治”和“效”进行了研究，提出一种基于强化学习的三支改变模型的策略选择与有效性预测

的方法。首先将改变三支决策 TAO 模型中的改变三分状态和策略分别作为强化学习中的状态和动作，并将每

次施加策略得到新的改变三分状态的过程看作一个周期，利用累积前景理论计算每个周期产生的奖励，将智

能体与环境的交互过程用马尔可夫决策过程来表示；其次设置一个目标奖励，将各个周期的累计奖励达到目

标奖励时的状态作为马尔可夫决策过程的终止状态；然后用 Q-learning 算法迭代出一个最短周期内达到目标

奖励的策略序列，同时利用该策略序列预测当前改变三分状态的未来效用。最后使用一个实例体现出该方法

实用性和有效性。
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Abstract: The trisecting-acting-outcome (TAO) model of three-way decision (3WD) consists of three steps: trisect a

whole, design action strategies, and outcome analysis and measurement. Currently, research on outcome evaluation

aims to measure the pre- and post-change in outcomes following the implementation of strategies, and it is still un-

able to predict which strategy will achieve the maximum effect. To narrow down this gap, this paper focuses on the

“acting”and“outcome”of the TAO model and introduces a method for strategy selection and outcome prediction

for the change-based three-way decision based on Q-learning in reinforcement learning. Firstly, the approach is to

treat the altered tri-partition and the acting in the change-based three-way decision TAO model as states and actions

in reinforcement learning, respectively, and to consider the process of obtaining a newly altered tri- partition each

time under the acting of action or strategy as a cycle. The reward generated by each cycle is calculated using cumula-

tive prospect theory, and the interaction process between the agent and the environment is represented by a Markov

decision process. Secondly, a target reward is set, and the state when the cumulative reward of each cycle reaches
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三支决策 [1-3]是一种基于人类认知的决策模式，

它最初由姚一豫教授提出，用于处理不确定、不完

备的信息，其核心思想是将一个整体区域划分成三

个两两不相交的区域或部分，对于不同的部分分别

采取行动或者策略。从狭义的角度来看，三支决策

可以描述为接受（acceptance）、延迟（deferment）和拒

绝（rejection）；从广义的角度来看，三支决策是基于

“三”的思维方式、问题求解方法和信息处理模式 [4]。

近年来，有关三支决策的研究发展迅速，例如三支属

性约简 [5-11]、序贯三支决策 [12-17]、三支聚类 [18-21]、移动三

支决策[22-24]、三支概念分析[25-26]等[27-29]。

在基于分治模型（trisecting-and-acting）的基础

上，姚一豫教授进一步提出了“效（outcome）”这一要

素，从而形成了“分、治、效”结合的三支决策 TAO 模

型 [30]。目前，关于三支决策 TAO 模型的研究主要集

中在“分”，对于“治”和“效”的研究是有限的。在关

于“治”的研究中，文献[31]针对不利区域中的对象制

定移动策略；文献[32]根据用户的偏好和三分区的结

构特征，使用条件熵和交叉熵度量比例来选择最佳

的动作和策略；文献[33]提出了一个带有多阶段区域

转化的三支决策模型。改变三支决策 TAO模型是对

三支决策 TAO 模型的扩展，它的思想是使对象从原

来的三分区改变到更有效的三分区，描述了一种基

于改变状态的三支决策评估模型。目前改变三支决

策的研究主要集中在效用度量方面 [34-36]。以往三支

决策更多关注的是对整体分而治之，而改变三支决

策是根据前后状态的改变来衡量其有效性。

上述文献虽然在 TAO模型的“治”和“效”上取得

了一定的成果，但是它们都需要在实际环境中实施

治略后才能评估效用，这增加了成本和风险。而且

它们也没有给出一种有效的方法来快速找到最优的

治略序列。

为了解决上述问题，本文将强化学习和三支决

策相结合，利用强化学习的试错机制来预测能获得

最大效用的治略。同时，本文采用强化学习中的 Q-

learning算法来迭代求解一个最短周期内达到目标奖

励的最优治略序列，并利用该治略序列对未来效用

进行预测。将强化学习和三支决策进行交叉研究，

充分利用了强化学习的学习机制，提高了三支决策

的实用性和普适性，使其能够适应更多的复杂环境

和任务，同时增强了三支决策的学习能力和自适应

能力，使其能够从数据中不断更新和改进。

本文首先回顾了改变三支决策与强化学习的相

关基础知识，然后介绍了一种基于 Q-learning算法的

策略选择方法，并利用累积前景理论计算改变三分状

态转移产生的奖励，接着通过一个网店运营的实例验

证了本文方法的有效性和实用性，最后总结全文。

1 相关工作

1.1 改变三支决策 TAO 模型
三支决策的 TAO 模型包括“分（trisecting）”“治

（acting）”“效（outcome）”三个部分，而改变三支决策

TAO 模型同样聚焦于此，不过又略有区别。改变三

支决策 TAO 模型的“分（trisecting）”是根据对象的改

变状态将整体粒化成独立的三个部分；“治（acting）”

是通过施加一些策略，来改变全集中对象的质量，从

而提高改变模型的有效性；“效（outcome）”是分和治

的有效性评估以及指导反馈。

1.1.1 TAO 模型的“分”

改变视角的 TAO模型是一种特殊类型的三支决

策 TAO 模型，它根据对象改变状态的不同将整体分

成三个区域：理想区（ R+）、不确定区（ R0）和不理想

区（R-）。然后对这三个区域施加相应的策略，将发生

理想改变的对象划分到 R+ 区域，发生不确定改变的对

象划分到 R0 区域，发生不理想改变的对象划分到 R-

区域。为了描述这个想法，给出一些相关的定义：

定义 1[34] 假设整体 U 是一个有限非空对象集

合，S 是一个有限的状态集。基于改变状态集 S，全

集U 被划分到 R+、R0 和 R- 三个区域。三分区域 πc =
{R+,R0,R-}表示全集 U 的改变三分区，并且满足以下

三个属性：

the target reward is taken as the termination state of the Markov decision process. Then a Q-learning algorithm is

used to iterate a set of actions that achieve the target reward in the shortest cycle and then the action set is used to

predict the future utility of the change-based three-way decision. Finally, an example is employed to illustrate the ap-

plicability and effectiveness of the method.

Key words: three- way decision; change- based three- way decision; reinforcement learning; strategy selection; out-

come evaluation
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（1）R+ ⋃ R0 ⋃ R- = U
（2）R+ ⋂ R0 = ∅，R+ ⋂ R- = ∅，R0 ⋂ R- = ∅
（3）R+ ≻ R0 ≻ R-
治略作用于对象后，对象会发生不同程度的变

化。本文通过设定一对改变阈值和一个改变评价函

数，来对受治略影响的对象进行划分，这里假设改变

评价函数为 e(U|S)，表示一个对象 x ∈ U 的改变量的

改变评价值，有如下定义：

定义 2 给定对象 x ∈ U 与改变评价值 e(x|s)，并引

入一对阈值 (α,β)，令 α ≻ β ，将一个非空有限对象集

U进行三分，当改变量值大于等于 α记为 R+ ，当改变

量的值小于等于 β 记为 R- ，否则，记为 R0 。则非空

有限对象集U可以被划分成如下三个区域：

R+(U)={x ∈ U|e(x|s)-≻ α}
R0(U) ={x ∈ U|β ≺ e(x|s) ≺ α}
R-(U) ={x ∈ U|e(x|s)-≺ β}

1.1.2 TAO 模型的“治”

为了得到更优的三分状态，决策者通常会制定

一些有价值的策略来引导对象发生期望的改变。对

于同一个改变三分状态，可能有多种可选的策略。

不同的策略在不同的时间和空间条件下施加，都会

对对象的效用产生影响，从而导致不同的改变三分

状态。

在相同的三分标准下，每对全集 U 施加一次策

略，就会产生新的改变三分状态，本文将改变三支决

策与强化学习相结合，把改变三分状态作为强化学

习中的状态，把 TAO 模型中的治略作为强化学习中

的动作，把每次施加策略后得到新的改变三分状态

的过程视为一个周期。每个周期的改变三分状态是

独立的，它的分布仅与前一个周期的改变三分状态

分布有关，与之前各个周期的改变三分状态以及其

他因素无关，改变三分状态的动态改变过程具有“无

后效性”，因此每个周期中改变三分状态的变化过程

是一个马尔可夫过程。

1.1.3 TAO 模型的“效”

TAO 模型的“效”取决于三分和治略的适当匹

配。在先前的研究中，大多是通过判断策略的施加

是否有效来评估效用，然后选择最优的策略。假设 U
是一个有限非空集合，πc 表示对集合 U 产生的三分

区治略后得到的改变三分区域，假设 Q:πc→ R 表示

改变三分区域的度量函数，给定改变三分区域 πc =
{R+,R0,R-}，可以有如下的基本度量框架[34]：

Q(πc) =ω1Q(R+) +ω2Q(R0) +ω3Q(R-) （1）

这里，Q(Rχ )是区域 Rχ 的效用，χ ={+,0, -}；ωi
表示不同区域的权重，其中 ω1 + ω2 + ω3 = 1。

当对改变三分区域 πc 分别施加相应的策略后，

会得到一个新的改变三分区域 πc′，由此可以利用下

式表示基本的度量框架：

Q(πc′|πc) = Q(πc′) - Q(πc) （2）

这里 Q(πc′|πc)表示施加策略后效用的改变，Q(πc′)
和 Q(πc)分别表示三分区 πc′和三分区 πc 的效用。

1.2 强化学习
强化学习（reinforcement learning，RL）[37]是一种

机器学习的方法，它强调如何让智能体在环境中通

过自己的行为和反馈的奖励来学习最优的策略。假

设环境是马尔可夫型的，则顺序型强化学习问题可

以通过马尔可夫决策过程建模。

改变三分状态随着策略的变化是符合马尔可夫

性质的，即下一个改变三分状态只依赖于当前的状

态和策略，而与之前的历史无关。马尔可夫决策过

程是一个由四个元素构成的元组 <πc,A, P͂,R > 。其

中 πc 是一个包含所有改变三分状态的有限集合；A

是一个包含所有策略的有限集合；P͂ 为状态转移概

率 P͂(πc′|π c,A)，表示在状态 π c 和策略 A的条件下，下

一个状态为 πc′的概率；奖励函数 R(πc,A,πc′)表示在

状态 πc 和策略 A的条件下，转移到状态 πc′时获得

的奖励。由于马尔可夫决策过程（Markov decision

processes，MDP）可以很好地捕捉智能体与环境之间

的动态关系，通常使用它来描述强化学习任务。

Q-learning[38]算法是一种强化学习的方法，它可

以在马尔可夫决策过程（MDP）中寻找最优策略。它

的基本思想是通过不断地探索和学习来更新一个 Q

表，这个 Q 表记录了每个状态动作对的价值函数，也

就是执行某个动作后能获得的期望回报。Q-learning

算法的目标是让Q表收敛到最优的价值函数，也就是

在任何状态下都能选择最优的动作。

在强化学习与改变三支决策结合起来研究的过

程中，可以将改变三分状态变化产生的效用作为奖

励，用来计算更新 Q 函数，并根据 Q 函数来选择能够

最大化累积奖励的策略。由于在不断的策略下，改

变三分状态会不断发生变化，为了简化问题和提高

效率，本文提出设定一个目标奖励值，当改变三分状

态在多次连续策略下产生的奖励累计达到目标奖励

值时，就认为一次探索的结束。按照这样的思路进

行多次探索，直到能够稳定找到最短的策略路径。
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2 基于强化学习的策略选择及其效用度量
本章利用马尔可夫决策过程来建模改变三分状

态通过不断优化策略选择来最大化效用的过程。首

先利用二次规划法求解状态转移概率，然后根据累

积前景理论计算发生状态改变产生的奖励，最后利

用 Q-learning 算法来寻找每个周期中能够获得最大

奖励的策略。

图 1 表示利用 Q-learning 算法来更新 Q-表格的

过程，对于 t周期中的改变三分状态 πt
c ，在 Q-表格中

利用 ε -贪心策略选择策略 A对其施加，在策略 A的

作用下，可以得到 t+1周期中更有效的改变三分状态

πt + 1
c ，从而产生奖励 rt ，利用产生的奖励来更新 Q-表

格。按照这个过程，进行多次训练，直到Q-表格中的

Q值达到稳定。下面是对改变三分状态 {R+,R0,R-}进
行一系列策略训练的具体思路：

（1）状态转移概率矩阵。计算每个策略施加所

带来的转移概率矩阵，根据转移概率矩阵，得到下一

个周期中的改变三分状态。

（2）利用累积前景理论计算每一次施加策略产

生新的改变三分状态的效用值，并将其作为强化学

习中的奖励。

（3）策略选择。利用 ε -贪心策略在Q-表格中选出

每一个周期中对应的三分状态应该施加的策略。

（4）设置训练的终止状态。在策略训练的过程

中设定一个目标奖励值，当训练获得的累计奖励达

到目标奖励时，训练停止。

（5）进行多次训练，直到Q-表格中的Q值达到稳

定，然后选择每个周期中Q值最大的策略。

2.1 状态及状态转移概率矩阵
在关于改变三支决策的马尔可夫决策过程中，

将随着周期变化的改变三分状态序列作为马尔可夫

决策过程中的状态集合。施加不同的策略，会产生

不同的状态转移概率矩阵，根据状态转移概率矩阵

来判断下一个周期中改变三分状态的状态分布。本

节利用二次规划法来求解不同周期之间的状态转移

概率矩阵。

设一轮模拟中存在 n个周期，每个周期策略施加

后产生一个改变三分状态，初始周期中改变三分状

态分布的向量为：

π c(0)= [ ]|R+0|, |R00|, |R-0|
其中，|Rχ

0 |,χ ={+,0, -}表示初始周期中改变三分区域

的分布的情况。

经过 k个周期，对象处于改变三分区 Rχ
k 的概率

估计值为 |Rχ
k | ，则 k步转移后状态分布向量为：

π c(k) = [|R+k|, |R0k|, |R-k|]
令在马尔可夫预测模型中，状态转移概率矩阵

的估计值为 P͂ ：

P͂ =
é

ë

ê
êê
ê

ù

û

ú
úú
ú

p͂+ + p͂+0 p͂+ -
p͂0 + p͂00 p͂0 -
p͂- + p͂-0 p͂- -

于是 π c(k)的估计值为 π͂ c(k)：
π͂ c(k)=π c(k - 1)P͂ =[ |R+k - 1|, |R0k - 1|, |R-k - 1|]∙P͂ =

π c(0)⋅ P͂ k =[ |R+0|, |R00|, |R-0|] ⋅
é

ë

ê
êê
ê

ù

û

ú
úú
ú

p͂+ + p͂+0 p͂+ -
p͂0 + p͂00 p͂0 -
p͂- + p͂-0 p͂- -

k

,k = 1,2,⋯,n （3）

令 Cχ (k)表示经过 k步转移后，改变三分区域 Rχ

的概率估计值 |R͂ χ
k | 与实际值 |Rχ

k | 的误差：

Cχ (k)= |Rχ
k | - |R͂ χ

k | = |Rχ
k | - ∑

j ={- ,0, +}

|j|

|R j
k - 1|P͂χj （4）

其中，j ={+,0, -}，χ ={+,0, -}，且 + ≻ 0 ≻ -。

那么 n个周期，改变三分区域 Rχ 的误差的平方

和 Eχ ：

Eχ =∑
k = 1

n (Cχ (k))2 （5）

图 1 利用 Q-learning算法进行三支改变的策略选择

Fig.1 Q-learning algorithm for strategy selection using

change-based three-way decision
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则在各个周期改变三分区域中对象的转移过程

中的误差平方和为 D：

D = ∑
χ ={- ,0, +}

|χ|

Eχ = ∑
χ ={- ,0, +}

|χ| ∑
k = 1

n (Cχ (k))2 =

∑
χ ={- ,0, +}

|χ| ∑
k = 1

n æ

è
çç

ö

ø
÷÷|Rχ

k | - ∑
j ={- ,0, +}

|| j

|R j
k - 1|P͂χj

2
（6）

根据最小二乘法的思想将约束条件引入模型

中，建立一个以各个状态下各个阶段转移过程中误

差的平方和 D 最小为目标函数，以行和条件和非负

条件为约束条件的求解马尔可夫状态转移概率矩阵

的优化模型，具体如下：

ì

í

î

ï

ï
ïï

ï

ï
ïï

minD = ∑
χ ={- ,0, +}

|χ| ∑
k = 1

n æ

è
çç

ö

ø
÷÷|Rχ

k | - ∑
j ={- ,0, +}

|j|

|R j
k - 1|P͂χj

2

s.t. ∑
j ={- ,0, +}

|j|

Pχj = 1
Pχj ≥ 0

（7）

二次规划的求解方法很多，如 Lemke方法、有效

集法、线性转换法等。这里将其转换成线性规划模

型进行求解，降低模型的求解难度。

2.2 策略与策略选择
对于每个周期中的改变三分状态，存在多个可

施加的策略，将它们看作马尔可夫决策过程中的动

作集合。本文的目标是选择一种策略方式，去最大

化改变三分状态从最初状态到终止状态所能获得的

累计奖励。为此，本节采用 Q-learning 算法，通过不

断的探索和学习来更新一个记录着每个状态动作对

的价值函数的Q-表格。

在进行策略选择时，首先构建列标签为改变三

分状态 πi
c ，行标签为可施加的策略 Ai 的Q-表格。在

初始周期中，将 Q-表格中的数值全部初始化为 0。针

对 Q-表格中对应周期的改变三分状态，采用 ε -贪心

策略，选择准备施加的策略，具体来讲是当策略对应

的动作值函数 Q(πc,A)大于 ε 或者 Q(πc,A)值全为 0

时，就随机选取一个策略来施行，反之则选取对应周

期中 Q(πc,A)最大值对应的策略。

Q-表格中的 Q(πc,A)值是不断更新的，那么对于

Q(πc,A)值的更新方式具体如下：

假设对周期 i的改变三分状态 πi
c 施加策略 Am ，

则其真实的 Q(πi
c,Am)Re 计算公式为：

Q(πi
c,Am)Re = ri + γ × maxA′Q(πi + 1

c ,A′) （8）

其中，ri 表示在第 i周期下施加策略 Am 产生的改变三

分状态 πi
c 的奖励值，γ表示折扣因子，maxA′Q(πi + 1

c ,A′)

表示 Q 表格中第 i + 1周期的改变三分状态 πi + 1
c 对应

的最大的 Q(πi + 1
c ,A′)。

而在 Q-表格中改变三分状态 πi
c 施加策略 Am 对

应的位置上 Q(πi
c,Am)值是之前训练后更新完成的价

值函数，将其作为估计值 Q(πi
c,Am)Es 。

CQ(πi
c,Am)表示估计值和真实值之间的差距：

CQ(πi
c,Am) = Q(πi

c,Am)Re - Q(πi
c,Am)Es （9）

根据上述公式更新 Q-表格中改变三分状态 πi
c

与施加策略 Am 对应位置的 Q(πi
c,Am)值：

Q(πi
c,Am)← Q(πi

c,Am)Es + σCQ(πi
c,Am) （10）

其中，σ为学习率。

对于 Q-表格的更新，人工的计算是无法完成的，

因此可以利用 Q-learning算法来进行计算，算法的思

想如下所示：

算法 1 Q-learning算法更新Q-表格

输入：初始的改变三分状态 π0
c ，训练次数 Ε ，目标奖

励 R，累计奖励 CR，学习率 σ，折扣因子 γ。

输出：更新完成的Q-表格。

1. Initialize Q-table

2. Create a tri- partition dynamic change environment

with transfer probability and reward functions

3. for i in range( Ε ):

4. Initialize πc

5. while CR ≤ R:

6. Select A from Q-table using ε -greedy

7. Taking A gets πc′ and r from the environment

8. Q(πc,a)← Q(πc,a)Es + σCQ(πc,a)
9. CR← CR + r
10. πc← πc′
11. end while

12. end for

13. return Q-table

根据上述算法，可以得到一个更新完成的 Q-表

格，为了能够在最短时间内达到目标奖励，可以在更

新完成的 Q-表格中选择每个改变三分状态下 Q值最

大的策略，组成一个最佳的策略序列。该策略序列

是通过过往的经验学习到的能够获得最大效用的策

略，因此能够为之后的策略选择提供帮助。

2.3 奖励与未来效用
在改变三支决策的马尔可夫决策过程中，每次

改变三分状态的变化都会产生一个奖励，利用该奖

励来更新 Q-表格。本节利用累积前景理论的思想，

对每个周期产生的奖励进行计算。

累积前景理论表示的是决策者在存在风险和不

确定性下的决策行为和风险态度，它的主要思想可
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以概括为三个方面 [39]：首先，结果被视为相对于参考

点的收益或损失，而不是财富的最终状态；其次，决

策者对收益厌恶风险，对损失寻求风险，对损失比收

益更敏感；最后，面对极小概率事件，决策者倾向于

放大它的影响，面对极大概率事件，决策者倾向于缩

小它的影响。累积前景理论指出决策者更喜欢具有

最大累积前景值的决策选项。借助值函数 v(xh)和决

策权重函数 ψh ，累积前景值函数 υ表示为：

υ = ∑
h = -m

n

ψh v(xh) （11）

对于第 k周期中的改变三分状态 {R+k ,R0k ,R-k}，对
其施加策略 A就会使全集 U 中的对象发生区域变化，

产生第 k + 1周期的改变三分状态 {R+k + 1,R0k + 1,R-k + 1} 。
由于策略 A的施加，R+k 区域中的对象可能分别发生

理想的、不确定的或者不理想的改变。同理，R0k、R-k
区域中的对象也可能有这样的改变趋势。假设 xk 表

示在 Rχ
k 区域的对象改变到 Rχ

k + 1 产生的效用，决策者

需设置一个参考值 x̄，若 Rχ
k 区域中的对象在策略 A

的作用下，发生了理想的和不确定的改变，则 xk ≥ x̄，
表示改变产生了收益，否则就产生了损失。根据实

验验证，Tversky和Kahneman[40]提供了值函数 v(xh)的
详细公式：

v(xh) = ìí
î

(xh - x̄)μ,xh ≥ x̄
-θ(x̄ - xh)v,xh < x̄ （12）

这里令 μ = v = 0.88,θ = 2.25 [39]。根据上述公式可

以看出值函数是单调递增函数。

将改变效用值 xk 代入求值函数 v(xh)的公式，可

以得到在策略 A的作用下，由第 k周期的改变三分状

态得到更有效的第 k+1 周期的改变三分状态各区域

改变的值函数具体如表 1。

在累积前景理论中，决策者对于收益与损失的

权重函数计算方式是不一样的，因此考虑了概率的

两种非线性变换，分别给出在收益和损失的情况下

的权重函数计算公式为：

w+(ph)= pσh
(pσh +(1 - ph)σ)1/σ；w-(ph)= pδh

(pδh +(1 - ph)δ)1/δ（13）

ph 是 xkij 对应的概率，这里令 σ = 0.61,δ = 0.69 [39]。

在连续概率变换中，需要对累积概率进行加权，

并且对各个改变区域中对象的改变效用按升序排

序，分别针对收益或损失，每个效用的决策权重函数

ψh 可以表示为：

ψh = ìí
î

w+(ph +⋯ + pn) - w+(ph + 1 +⋯ + pn),h ≥ 0
w-(p-m +⋯ + ph) - w-(p-m +⋯ + ph - 1),h < 0（14）

通过上述对于值函数的计算可以知道值函数是

单调递增函数，因此可以将改变产生的值函数进行

排序，以获得每种改变相关的权重函数。通过对比

各个值函数的大小，可以得到所有情况下的决策权

重函数，表示如下：

ψi(Pr(Rχ
k + 1|[x])) =

ì

í

î

ïï

ïï

w+(Pr(R+k + 1|[x])),χ = +
w+(Pr(R+k + 1|[x]) + Pr(R0k + 1|[x])) - w+(Pr(R+k + 1|[x])),χ = 0
w-(Pr(R-k + 1|[x])),χ = -

（15）

其中，i ={+,0, -},χ ={+,0, -},Pr(Rχ
k + 1|[x]) 表示等价类

[x]属于区域 Rχ
k + 1的概率。

因此根据累积前景理论公式可以算出第 k周期

的改变三分区中各个区域的累积前景值 υ：

υ(R+k|[x]) =ψ+(Pr(R+k + 1|[x]))vk+ + + ψ+(Pr(R0k + 1|[x]))vk+0 +
ψ+(Pr(R-k + 1|[x]))vk+ - （16）

υ(R0k|[x]) =ψ0(Pr(R+k + 1|[x]))vk0 + + ψ0(Pr(R0k + 1|[x]))vk00 +
ψ0(Pr(R-k + 1|[x]))vk0 - （17）

υ(R-k|[x]) =ψ-(Pr(R+k + 1|[x]))vk- + + ψ-(Pr(R0k + 1|[x]))vk-0 +
ψ-(Pr(R-k + 1|[x]))vk- - （18）

因此第 k周期施加策略 A得到的改变三分状态

πk + 1
c 产生的奖励为：

rk = υ(R+k|[x]) + υ(R0k|[x]) + υ(R-k|[x]) （19）

根据上述奖励的计算方式，可以得到每次训练

过程中每个周期产生的奖励，进而预估改变三支决

策的未来效用。利用第 2.2节中的 Q-learning算法来

更新 Q-表格，并根据 Q-表格找出一条最短路径达到

目标奖励的策略序列。结合状态转移概率矩阵，可

以预测出一条未来的改变三分状态序列，并用累积

前景理论计算每个周期的奖励。在这个过程中，用

下式来计算改变三支决策的未来效用 G(πc)：
G(πc) = r1 + γr2 +⋯ + γn - 1rn （20）

其中，ri 表示在模拟的最短周期中，第 i周期获得的

奖励。

由于该方法在预测未来效用的过程中使用累积

前景理论计算每个周期产生的奖励，更能真实地反

映出决策者的行为偏好。利用该方法计算出的未来

表 1 对象区域改变产生的值函数

Table 1 Value functions for object region changes

πk
c

R+k
R0
k

R-k

πk + 1
c

R+k + 1
vk+ +
vk0 +
vk- +

R0
k + 1
vk+0
vk00
vk-0

R-k + 1
vk+ -
vk0 -
vk- -
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效用不仅能够在一系列策略前就能够预估结果，而

且预测的结果相对来说也更加准确。

3 应用实例
本章使用一个店铺运营的例子来阐述本文的思

想，这里是选择出能使店铺在有限的周期内最快达

到目标奖励的策略方式，并预测当前状态下，店铺的

未来收益。

网店运营者为了提升销量，会定期给店内产品

做各种平台活动。根据活动的情况，店铺内产品的

销量会发生不同程度的变化。根据产品销量的变化

情况，若某一产品的销量增加量超过 10，就将其划分

为爆款；若某一产品的销量减少 10，就将其划分为潜

力款；否则就是促销款，分别用 R+、R- 和 R0 表示。

将店铺每策划一次活动使店铺内产品销量变化的过

程看作一个周期，一般每个周期持续 3~5天。

目前平台上有三个引流活动 a1、a2、a3 ，对于店

铺中的产品，分别针对 R+、R0、R- 三个不同的区域

施加合适的引流活动，将每个周期对三个区域施加

的活动组合起来作为一次策略，店铺中产品销量随着

所做策略的不同呈现出不同的改变情况。根据往期

的经验，现设置三组策略 A1 ={a1,a3,a2}、A2 ={a3,a1,a2}、
A3 ={a2,a2,a1}。
3.1 一次状态转移过程

现从店铺中选择 76件对活动敏感的产品作为采

样数据。在往期的店铺数据中，分别截取策略

A1、A2、A3 的数据各 20 个周期。根据此数据分别得

到策略 A1、A2、A3 初始周期中的爆款、潜力款、促销

款三档产品的数量分布为[21，30，25]、[15，36，25]、[28，

21，27]。在第 20个周期后，三档产品的产品数量分布

分别为[46，14，16]、[36，25，15]、[42，17，17]。利用 2.1

节中的方法，可以得出店铺产品在策略 A1、A2、A3 的
作用下，发生状态转移的转移概率约分别为：

P͂A1
= é
ë
êê

ù

û
úú

0.603 7 0.145 2 0.251 10.565 5 0.223 1 0.211 40.657 6 0.231 0 0.111 4
P͂A2
= é
ë
êê

ù

û
úú

0.366 2 0.524 2 0.109 60.514 5 0.121 3 0.364 20.657 6 0.231 0 0.111 4
P͂A3
= é
ë
êê

ù

û
úú

0.576 8 0.214 2 0.209 00.548 4 0.220 3 0.231 30.514 6 0.214 1 0.271 3
假设在第 k周期中，对产品数量分布为[17,28,31]

的销量变化三分区域施加策略 A1 ，就会产生新的产

品三分区域[46,16,14]，并产生奖励。接下来利用 2.3

节中的方法计算奖励，首先根据产品分布变化的情

况，为各区域中设置的参数如表 2所示。

表 2 中 i={+,0,-}，令 x̄ = 0.1。根据式（12），可以

得到状态改变产生的值函数，如表 3所示。

然后根据式（15），计算各区域改变的权重，结果

如表 4所示。

根据上述值函数和权重，结合式（19），可以求得

第 k周期的收益值为：

rk = υ(R+k|[x]) + υ(R0k|[x]) + υ(R-k|[x]) ≈
1 314.85 + 2 037.87 + 3 229.67 = 6 582.39

3.2 多次模拟结果分析
现对当前产品销量的改变三分区[12，26，38]进

行未来效用预测，假设店铺的目标收益为 50 000，令

ε -贪心策略中的 ε等于 0.8，学习率 σ等于 0.1，折扣

因子 γ等于 0.8。根据 2.2节中的Q-learning的算法来

更新Q-表格。

在训练达到 300次左右的时候，达到目标收益所

需要的周期数稳定到了 9 个周期。图 2 展示了多次

训练达到目标收益所需要的周期数的变化趋势。从

图中可以看出，随着训练次数的增加，达到目标收益

所需要的周期呈现下降的趋势。训练结束后，将 Q-

表格导出如表 5所示。

表 2 各区域参数

Table 2 Regional parameters

πc

Rχ
k

Rχ
k + 1
xk

χ = +
17

46

1 000 × |Ri
k ⋂ Rχ

k + 1|

χ = 0
28

16

500 × |Ri
k ⋂ Rχ

k + 1|

χ = -
31

14

-200 × |Ri
k ⋂ Rχ

k + 1|

表 3 改变产生的值函数

Table 3 Value function generated by change

πk
c

R+k
R0
k

R-k

πk + 1
c

R+k + 1
3 323.81

4 901.08

6 138.44

R0
k + 1

441.97

1 115.21

1 268.34

R-k + 1
-1 045.62

-1 323.80

-904.53

表 4 各区域改变的权重值

Table 4 Weight values generated by change

in each region

πk
c

R+k
R0
k

R-k

πk + 1
c

R+k + 1
0.476 0

0.455 0

0.507 2

R0
k + 1

0.091 5

0.143 0

0.221 1

R-k + 1
0.294 3

0.265 6

0.181 5
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根据表 5可以看出，在 9个周期内依次施加策略

{A2,A1,A3,A2,A3,A1,A1,A3,A1}可以最快达到目标收益，

这为店铺之后的策略选择提供了帮助，按照该策略

方案，可以提高店铺运营的效率和收益。

在最后一次模拟中，第 0~8个周期产生的奖励分

别约为 6 988.68、6 279.39、5 442.3、5 733.48、5 464.21、

6 451.19、6 386.86、6 394.74、6 393.75，因此可以计算

当前改变三分状态 πc 的未来效用如下：

G(π) = 6 988.68 + 0.8 × 6 279.39 + 0.82 × 5 442.3 +
0.83 × 5 733.48 + 0.84 × 5 464.21 + 0.85 ×
6 451.19 + 0.86 × 6 386.86 + 0.87 × 6 394.74 +
0.88 × 6 393.75 ≈ 26 870.91

上述改变三分状态的未来效用是基于最优策略

预测出的最大收益，它对评估店铺当前的运营状况

具有重要参考价值。本文方法能够更好地帮助店铺

进行策略选择与效用评估，从而指导运营者更好地

经营和管理店铺，实现收益最大化，提升市场份额和

竞争力，因而具有极其重要的现实意义。

4 结束语
本文针对改变三支决策TAO模型的“治”和“效”进

行了讨论，将强化学习引入改变三支决策的策略选择

与效用度量中，利用累积前景理论计算每个周期状态

转移产生的奖励，并将其作为反馈信号，利用Q-learning

算法更新Q-表格，根据更新完成的Q-表格选出最短周

期内达到目标奖励的治略序列，并预测未来效用。

本文将强化学习引入到三支决策模型中，提高了

决策效率和质量，并为其他类型决策模型提供了新颖

而有效的解决方案。然而，本文也存在一些不足之

处，如未考虑改变三分区划分的阈值随环境变化的问

题，以及未描述根据具体问题和环境来调整Q-learning

算法参数的方法。未来将在这些方面进一步研究。
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Table 5 Updated Q-table

πk
c

π0
c

π1
c

π2
c

π3
c

π4
c

π5
c

π6
c

π7
c

π8
c

策略
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