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摘 要：多变量时间序列聚类问题已经成为时间序列分析任务中重要的研究课题，相较于单变量时间序列，多

变量时间序列的研究复杂性更高，难度更大。尽管当前已经提出了许多针对多变量时间序列的聚类算法，但

是这些算法在精度和解释性方面仍旧不足。其一，当前大部分工作并未考虑多变量时间序列的长度冗余性和

变量相关性等问题，导致最终得到的相似性矩阵具有较大误差；其二，数据在聚类过程中普遍采用划分范式，

当数值空间呈现复杂分布时该思想表现不佳，并且不具备对各个变量及空间的解释力。针对上述问题，提出

了一种面向 Shapelet（富有高信息量的连续子序列）空间的多变量时间序列自适应权重密度聚类算法（MDCS）。

算法首先对各个变量进行 Shapelet 搜索，通过自适应策略获取到各自的 Shapelet 空间，接着对各个变量产生的

数值分布进行组合加权，得到了更符合数据分布特征的相似度矩阵，最后利用改进密度计算和二次分配的共

享最近邻密度峰值聚类算法对数据进行最终分配。在真实数据集上的实验结果证明，与目前先进的聚类算法

相比，MDCS拥有更好的聚类结果，在标准化互信息和兰德系数指标上平均提高了 0.344与 0.09，兼顾了性能与

可解释性。
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Abstract: Multivariate time series clustering has become an important research topic in the task of time series analy-

sis. Compared with univariate time series, the research of multivariate time series is more complex and difficult. Al-

though many clustering algorithms for multivariate time series have been proposed, these algorithms still have diffi-

culties in solving the accuracy and interpretation at the same time. Firstly, most of the current work does not consider

the length redundancy and variable correlation of multivariable time series, resulting in large errors in the final simi-

larity matrix. Secondly, the data are commonly used in the clustering process with the division paradigm, when the

numerical space presents a complex distribution, this idea does not perform well, and it does not have the explanatory

power of each variable and space. To address the above problems, this paper proposes a multivariate time series

adaptive weight density clustering algorithm using Shapelet (high information-rich continuous subsequence) space

(MDCS). This algorithm firstly performs a Shapelet search for each variable, and obtains its own Shapelet space

through an adaptive strategy. Then, it weights the numerical distribution generated by each variable to obtain a simi-
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针对多变量时间序列（multivariate time series，

MTS）[1]的分析已经成为时序挖掘领域的一个研究热

点。例如图 1所示，MTS可被认为是同一事物在多个

不同状态下所产生的序列集合。相较于单变量时间

序列（univariate time series，UTS），MTS 拥有更多的

变量个数，比如在自动驾驶状态下，需要同时分析相

机、激光雷达等多种传感器信息；在捕捉脑电波数

据过程中，测量仪会对不同脑部区域的数据进行记

录等。

MTS不仅具有维度高、变量多等特点，而且时常

伴有噪声、数据漂移等问题，这导致了传统的数据挖

掘方法不能直接有效地应用到 MTS 上。在对 MTS

的学习过程中发现，虽然可以将 MTS 拆分为多条单

独的 UTS 进行分析，但由于多个变量之间存在着相

当重要的关联性，缺少这部分的信息会对最终结果

产生影响。

聚类 [2]是机器学习无监督领域中最重要的技术

之一，其本质是为了揭示数据之间的内在关联，利用

数据表达、特征提取、相似度度量以及具体的算法模

型将相似的数据聚成一个簇，相异的数据尽可能分

离。当前聚类技术正在快速变化与发展，它也逐步

成为了大量复杂数据挖掘任务的子过程与中间件，

例如异常检测 [3]、强化学习 [4]等。时间序列聚类（time

series clustering，TSC）[5]作为时间序列分析的一个重

要分支，对时序的发展具有重要的研究意义和应用

价值。近几年学者们对 MTS聚类中相似度量和模型

搭建开展了诸多探索，这些工作大致可以分为三类：

基于降维的方法、基于距离的方法和基于深度学习

的方法。

基于降维的方法将每条 MTS 数据看成一个矩

阵，通过采用各种矩阵分解手段，从横向或纵向等方

式将数据转变为一个有限向量或一个更小的矩阵。

larity matrix that is more consistent with the characteristics of data distribution. Finally, the data are finally allocated

using the shared nearest neighbor density peak clustering algorithm with improved density calculation and second-

ary allocation. Experimental results on several real datasets demonstrate that MDCS has better clustering results

compared with current state-of-the-art clustering algorithms, with an average increase of 0.344 and 0.09 in the nor-

malized mutual information and Rand index, balancing performance and interpretability.

Key words: multivariate time series; subseries; Shapelet space; density peak clustering; data mining

图 1 多变量时间序列

Fig.1 Multivariate time series
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MC2PCA（multivariate time series clustering method

based on common principal component analysis）[6] 和

SWMDFC（spatial weighted matrix distance based fuzzy

clustering）[7]是该方法的两个典型。前者通过迭代方

式更新每个簇的簇划分和公共投影，并利用公共投

影的重构误差重新分配簇的数目；后者则利用主成

分分析方法降低时序数据的维度和变量个数，最后

采用一种基于空间加权矩阵距离的模糊聚类方法进

行数据标注。另外，BCNC（based on complex networks

for multivariate time series clustering）[8]利用复杂网络

将多变量时序映射成近邻关系图并利用社区检测技

术中的鲁汶算法实现聚类；cnNMF（non-negative ma-

trices factorization based on network construction）[9]使

用KNN（K-nearest neighbor）构建组件关系网络，随后

采取非负矩阵分解和模糊隶属度矩阵对数据进行聚

类；cACM（component attributes based affinity propa-

gation clustering for multivariate time series data）[10]构

建数据之间的总体距离矩阵和分量近似距离矩阵，

最后使用近邻传播算法实现数据划分。

基于距离的方法主要将 UTS聚类方法进行了多

维拓展。比如 Ozer 对 K-Shape（shape-based time se-

ries clustering）和 K-SC（K-spectral centroid clustering）

进行改进，提出了 MK- Shape（multidimensional K-

Shape）[11]和 MK-SC（multidimensional K-SC）[11]。FCFW

（fuzzy clustering based on feature weights）[12] 和 RP-

VWKM（variable-weighted K-medoids clustering algo-

rithm based on a reverse nearest neighborhood- based

density peaks approach）[13]在 K-means[14]思想基础上采

用了相近的优化思路，两者都利用拓展后的基于形

状的距离度量（shape-based distance measure，SBD）作

为相似计算方法，并利用密度峰值聚类[15]算法初始化

簇中心，但在变量加权和聚类过程方面存在不同；

FCFW 根据不同变量的最大与最小值之差作为衡量

权重的方法并使用 K模糊算法[16]聚类，RP-VWKM 则

使用了类似于 WOCIL（subspace clustering of categor-

ical and numerical data with an unknown number of

clusters）[17]的加权聚类相似度学习方法，将同簇和非

同簇中各自数据的均值和方差作为权重，最终采用

迭代方式归类。

目前，基于深度学习的 MTS聚类方法较少，但其

也逐渐成为一个重要的研究分支。USRL（unsuper-

vised scalable representation learning）[18]利用编码器架

构和三元组损失来训练模型，该模型可以处理可变

长度的输入并获得稳定和高质量的特征；DeTSEC

（deep time series embedding clustering）[19]则采用注意

力和门控机制来获得时序数据的嵌入表示，最终用

K-means获得集群结果。

从上述分析可见，大部分 MTS 聚类算法在执行

过程中并没有捕捉关键变量与信息的能力，可解释

性较弱。并且这些方法大多都是基于划分范式的，

随着数据量和变量个数的增大，其应对复杂数据空

间的能力会变得非常有限。基于 U-Shapelet 的 UTS

聚类算法 [20]因其具有可解释性能力和高质量的聚类

性能受到了国内外学者的广泛研究，但由于U-Shapelet

只面向 UTS，因此研究将 Shapelet（提供显著区分能

力的连续子序列）思想推广到 MTS 领域很有现实意

义。然而如何获取 MTS 中的 U-Shapelet集合以及各

个变量之间权重如何与 U-Shapelet 关联成为了该项

工作的研究难点。同时由于当前面向多变量 U-

Shapelet工作相对较少，特别是 U-Shapelet选择算法，

给与研究的相应参考与指导有限。

本文从 U-Shapelet的基本概念出发，在多变量加

权距离度量和复杂高维空间聚类方面进行了创新与

改进，提出并设计了一种面向 Shapelet 空间的 MTS

自适应权重密度聚类算法（multivariate time series adap-

tive weight density clustering algorithm using Shapelet

space，MDCS）。如图 2所示，算法首先对各个变量进

行了自适应 Shapelet搜索，利用空间分布距离统计指

标寻找符合当前变量最优分布的距离矩阵；接着利

用组合权重的方式获取各个变量的相关性，主要包

括使用 KL散度获取互补性和相关系数获取一致性，

进而对产生的多个矩阵进行融合；最后，利用改进密

度计算和二次分配方式的共享最近邻密度峰值聚类

算法[21]对数据进行最终分配。总结本文的贡献如下：

（1）提出了一种面向 U-Shapelet 的 MTS 聚类选

择算法，算法充分发挥显著子序列的优势，舍弃了大

部分平凡和高噪声的数据，得到了各个变量中最重

要的局部结构，增强了可解释性。

（2）引入一种组合权重的方式对各个变量产生

的距离矩阵进行加权，这种融合过程类似于联合子

视角的方法，因而有助于得到有价值数据蕴含的一

致性与互补性信息。

（3）考虑了矩阵计算过程中由于数值线性叠加

而可能产生的空间密度分布不均问题，进而利用改

进共享最近邻密度计算方式与加快二次分配的方法

对数据进行归类。最终与 11 个目前流行且重要的
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MTS 聚类算法在 23 个数据集进行对比，MDCS 展现

了其较为优异的聚类性能。

1 相关概念
表 1给出本文需要使用的记号摘要。

1.1 U-Shapelet

U- Shapelet（unsupervised- shapelet）[22] 由 Zakaria

首次提出，其中 Shapelet概念是由 Ye和 Keogh等人[23]

在时间序列分类领域首次命名并指代为 UTS中最具

有判别类别信息的连续子序列。Shapelet 思想由于

使用了一些局部序列段代替整条时序数据，能够很

好地捕捉到同类数据最显著的共同信息，同时忽略

大量的无效内容与噪声。另外，该方法与人类认知

指标接近，具有天然的可解释性；并且由于利用了局

部原理，该方法还能够对不同长度的时序数据集进

行实验，具备高度的拓展性。在介绍 U-Shapelet相关

聚类算法前，还需要给出如下的一些概念与定义。

定义 1（子序列之间的距离计算） 两条子序列

Tu(a,b) ={tua, tua + 1,⋯, tub}和 Tv(c,d) ={tvc, tvc + 1,⋯, tvd}之间的距

离 sdist如式（1）所示。注意：这里假设 Tu(a,b) 的长度小

图 2 MDCS算法流程

Fig.2 MDCS algorithm process

表 1 记号摘要

Table 1 Summary of notations

符号

Ti
Ti(a,b)

Mi

Mi(a,b)

D

Tis

S

SsD

XSsD

c

C
K

意义

一条UTS数据实例，其中长度为 l，故 Ti =(ti1, ti2,⋯, til)
一条UTS子序列，其中 Ti(a,b) = (tia, tia + 1,⋯, tib)，0 ≤ a ≤ b ≤ l
一条MTS数据实例，其中变量个数为 m，即
Mi =(T 1

i ,T 2
i ,⋯,T m

i )
一条MTS子序列，其中 Mi(a,b) = (T 1

i(a,b),T 2
i(a,b),⋯,T m

i(a,b))，
0 ≤ a ≤ b ≤ l
一个MTS数据集，其中共有数据实例 n条，即
D =(M1,M2,⋯,Mn)
单条U-Shapelet

U-Shapelet集合

Shapelet空间

Shapelet空间距离矩阵

真实类别数

类标签集合

最近邻个数
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于或等于 Tv(c,d) 的长度，即 (b - a + 1) ≤ (d - c + 1)，J = d -
c - b + a。

sdist(Tu(a,b),Tv(c,d)) = min
j ={1,2,⋯,J}

1
b - a + 1∑q = a

b - a + 1(tuq - tv( j + q - 1))2 （1）

定义 2（U-Shapelet） U-Shapelet Tis 是一条特殊的

子序列，它能将数据集中的所有数据划分为两个集合

DA 和 DB ，其中划分依据满足 sdist(Ts,DA) ≪ sdist(Ts,DB),
len(DA) > 1即与 DA 中时序数据之间的距离远小于 DB

中的距离。

定义 3（Gap value） 给定一个距离阈值 dt，若将

与 U-Shapelet Tis 之间的距离小于 dt 的数据划分为

DA ，反之划分为 DB ，则当前 U-Shapelet 的 Gap value

如式（2）所示：

Gap(Tis,dt) = μDB - σDB -(μDA + σDA) （2）

其中，μDA 、μDB 、σDA 和 σDB 分别代表 DA 和 DB 中时序

数据与U-Shapelet之间距离的均值与标准差。

定义 4（Shapelet 空间） 将 U-Shapelet 集合 S 与

UTS 数据集进行距离计算，所得的新数值空间称为

Shapelet 空间 SsD ，由于 Shapelet 空间只保留了原始

时序数据中具有类别区分度的显著子序列之间的信

息，该数值空间能够更好地展示不同簇之间的分

布。需要注意的是，如果 S 的个数为 v ，那么对于

UTS 来说，数值空间的大小会由原先的 n × l 变为

n × v。而对于 MTS 来说，由于各个变量的数值空间

会独立进行变换，每个变量产生的 U-Shapelet数量并

不保证相同。图 3展示了一个 UTS数据集上关于 U-

Shapelet 集合与 Shapelet 空间的例子，可以看到产生

的 Shapelet空间具备了良好的区分度和聚类准确性。

暴力U-Shapelet搜索（brute force U-Shapelet search，

BFUS）是首个面向 U-Shapelet 的聚类算法。其实现

过程基于 Gap value，利用子序列计算方法循环得到

多个在当前数据集中具有最优区分度的 U-Shapelet，

然后将原始的时序数据与 S进行距离计算，进而产生

了一个新的基于 Shapelet 的数值空间，最终使用 K-

means算法对该空间进行聚类。

BFUS在执行的过程中依赖数据的输入特征，具

有重要形态区分的时序数据能够得到较好的聚类结

果，但由于 BFUS 需要反复计算子序列之间的距离，

图 3 U-Shapelet与 Shapelet空间的聚类准确性

Fig.3 U-Shapelet and clustering accuracy in Shapelet space
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算法在最坏情况下的时间复杂度为 O(n2 l4)，其中评估

单条子序列质量的时间复杂度为 O(nl2)。近年来，诸

多学者提出了针对 BUFS 时间复杂度问题的改进。

例如 Ulanova 等人 [24]利用符号化技术对 UTS 进行降

维，同时利用随机映射的方式快速筛选候选子序列；

Zhang等人[25]利用期望最大化思路迭代学习U-Shapelet

等，但是由于这些算法族只面向UTS，无法在 MTS上

执行。

1.2 SNNDPC 算法
共享最近邻密度峰值聚类算法（shared nearest

neighbor density peaks clustering，SNNDPC）[21]是为了

解决密度峰值聚类（density peaks clustering，DPC）容

易产生的密度分布不均和链式错误而提出的。它能

够有效应对复杂的数据分布，适合任意形状任意密

度的空间。SNNDPC在 DPC的基本思路上额外增加

了共享最近邻、局部相似度矩阵和二次分配的概念。

定义 5（共享最近邻） SNN(Ti,Tj) =Γ(Ti)⋂Γ(Tj)表
示为两个数据 Ti 和 Tj 各自 K 近邻集合之间的交集，

其中 Γ(Ti)表示距离 Ti 最近的 K 个数据点集合。

定义 6（局部相似度矩阵）局部相似度矩阵是一

个方阵，方阵中的值表示对应数据之间的局部相似

度，计算过程如式（3）所示：

Sim(Ti,Tj) =
ì

í

î

ïï

ïï

|SNN(Ti,Tj)|2∑
p ∈ SNN(Ti,Tj)

(dist(Ti,Tp) + dist(Tj,Tp)) ,Ti,Tj ∈ SNN(Ti,Tj)

0, Ti,Tj ∉ SNN(Ti,Tj)
（3）

二次分配是指将数据按照密度特征二分类后，

利用分类结果进行的两次分配过程。其中每个数据

的划分依据必须先基于寻找到的密度峰值点，如果

数据 Ti 与某个密度峰值点之间的共享最近邻个数大

于 K 2，则认为该数据 Ti 为当前密度峰值点的不可

避免从属点，反之为可能从属点。第一次分配过程

会将所有的不可避免从属点归类，第二次分配过程

则会循环统计可能从属点各自最近邻数据中已分配

数据集合所在的最大簇，将拥有最大数量的可能从

属点分配到其对应的最大簇中，直到所有可能从属

点分配完毕。

总结 SNNDPC算法，它利用定义 5计算数据的局

部密度 ρ i 和距离最近的较大密度值之间的距离 δ i 构

建决策图，进而根据决策图选择密度峰值点，最后对

非密度峰值点进行二次分配。SNNDPC 算法最终的

时间复杂度为 O((K + l)n2)。

2 聚类算法

2.1 算法动机
从概念可知，MTS 中的每个变量均为被测物体

在同一时间段上某一特定角度的信息，因此不同变

量的子序列之间必然存在关联性。从聚类角度来

说，这种关联性也可以细化为两类，其一是互斥的关

联性，其二是平凡的关联性。进一步解释这两种关

联性，前者更侧重于子序列之间不具备可替代性，即

子序列均能够显著代表自己所属的类，而后者与之

相反，子序列基本都是趋同相近的，因而提供的信息

差异较少。图 4 给出了在 StandWalkJump 数据集中

单条 MTS 数据两个变量的数值曲线，这两条曲线的

标注部分形象化地介绍了这两种关联性，即红色箭

头指向的互斥关联性和黑色直线囊括的平凡关联

性。从图中可明显发现，挖掘互斥关联性而忽略平

凡关联性能够获得更有意义的信息。

图 4 StandWalkJump中单条数据的两个变量

Fig.4 Two variables for one data in StandWalkJump
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U-Shapelet 思想能够有效搜索 UTS 的显著局部

子序列集合，故利用 U-Shapelet思想挖掘互斥关联性

具备可行性。当前背景下，最简单和常见的思路是

将时间段对齐，记为 Mi(a,b) ，并在整条长度内寻找相应

的解，但是这种方式并不能保证每个变量的显著信

息同时出现在某个时间段内，因而获得的子序列集

合普遍不能达到最优解。如图 5 在 Lp5 数据集中两

条数据的两个变量通过搜索后找到的子序列集合

（用两条橙色竖线包裹）在第一个变量（紫色）上区分

能力较强，而第二个变量（绿色）中该子序列不具备

明显差别。目前，这种局部最优问题在 U-Shapelet学

习算法上相当普遍。例如 MUSLA（multiview unsu-

pervised multivariate Shapelet learning with adaptive

neighbors）[26]利用多视图方法学习多条不同长度的

Mi(a,b) ，虽然该方法聚类效果较好，但其本身增大了 U-

Shapelet 集合的冗余度且参数设置非常依赖人为经

验。故本文认为，在多元 U-Shapelet选择算法上对各

变量单独做出最优 U-Shapelet 选择能够避免对齐问

题，同时有效缓解局部最优问题。

此外，对图 5变量之间的形状进一步观察可以发

现，MTS中每个变量提供的信息量不完全相同，因此

各个变量之间应该赋予一定的权值，并尽可能让提

供更多信息的变量（如图 5 中的第一个变量）得到更

多的权重。

接下来将具体实现这部分构思。

2.2 转换阶段
当前 UTS聚类算法普遍采用了一种顺序增加 Tis

并聚类的方式获取到最佳 Shapelet 空间。该方法每

次添加单条 Tis 后就进行聚类，将聚类后得到的兰德

系数（Rand index，RI）[27]与前一次聚类得到的 RI进行

计算，得到 CRI（change RI，当前 RI 与前一次的差

值），最终利用肘部法寻找最优的 C 作为聚类结果。

这种手段存在如下问题：（1）需要提前输入聚类个

数；（2）聚类多次，算法实际运行效率不高；（3）如果

直接拓展到 MTS 中，那么单个变量对 c的敏感度可

能不同，若该变量只存在平凡关联性子序列，则其提

供的信息会变得非常有限。MDCS 利用了一种自适

应方法寻找最优 Shapelet 空间，通过对不同 Shapelet

图 5 Lp5中两条数据的两个变量

Fig.5 Two variables for two data in Lp5
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空间计算衡量其分布能力的指标 MSD，将顺序增加

Tis 并聚类的模式改变为寻找所有 Shapelet 空间中

MSD最好的过程，相较之前的方法更加容易用代码实

现，并且不需要执行额外的聚类，详细细节见算法 1。

dist(T x
i S,T x

j S) = ∑
y = 1

len(Slocal)
gapy∙ED(T x

i S
y,T x

j S
y) （4）

MSD = avg∑
i = 1

K ∑Γ dis
ϕ∙n(T

x
i S)/ϕ∙n

∑Γ dis
ψ∙n(T x

i S)/ψ∙n （5）

算法 1 自适应方式的 Shapelet空间计算

输入：D，超参数 K 、ϕ和 ψ 。

输出：多个不同的 Shapelet空间 {SsDi}mi = 1 。
步骤 1 获取 D中的变量个数 m并对每个变量执

行 U-Shapelet搜索算法，得到各个变量相应的 S 和 S
中各条U-Shapelet的Gap value。

步骤 2 将各个变量单独执行步骤 3~步骤 6中的

内容，将结果汇总到步骤 7。

步骤 3 按搜索算法获取到U-Shapelet的顺序提取

单条U-Shapelet及其Gap value放入临时U-Shapelet集

合 S local 并按照式（4）计算Shapelet空间距离矩阵 XSsD 。

步骤 4 统计每个数据最近的百分之 ϕ数据量的

距离和，选择最小的前 K 个数据点作为候选点，并按

照式（5）量化 Shapelet空间分布能力 MSD。

步骤 5 判断当前 U-Shapelet 是否为 S 中的最后

一条U-Shapelet，是则跳入步骤 6，否则回到步骤 3。

步骤 6 统计 MSD 中数值较大的前百分之 ψ 个

Shapelet空间并降序排序，依次计算每个空间与排序

前相邻空间之间的差值，寻找差值最小的空间作为

该变量的 Shapelet空间 SsD。

步骤 7 返回各个变量的 Shapelet空间 {SsDi}mi = 1 。
式（4）中的 gap是经过归一化后的权重，T x

i S
y
代

表了 MTS 数据 Mi 在第 x 个变量上与第 y 个 U-

Shapelet 的 sdist ，ED 为欧式距离函数。式（5）中的

Γ dis
ϕ∙n(T x

i S)与 Γ dis
ψ∙n(T x

i S)分别表示候选点最近的前 ϕ∙n
与 ψ∙n数据之间的距离值。

详细分析 MSD 的作用，它被量化为各个候选点

在 Γ dis
ϕ∙n(T x

i S)和 Γ dis
ψ∙n(T x

i S)上距离和平均之比的均值，

体现了理想 Shapelet 空间下各个高密度区域的局部

特征即数据与近邻数据之间呈现明显的扩散分布。

在离群值较多或数据点随机分布的异常情况下，

MSD同样会较大，但这种异常值不会具有连续性，因

此为了避免这个问题，设计了步骤 6中的最优选择方

式即比率较大的同时与近邻空间之间的指标差值较

小。另外，步骤 4中候选点的选择主要考虑了最近邻

数据集合中距离之和较小的数据，而通常情况下这

些数据是密度值较高的。

2.3 融合阶段
由 2.1节可知，MTS中每个变量所提供的信息量

大小并不完全一致，因而在融合多个 Shapelet空间时

需要考虑权重的影响。影响权值的因素有很多，其

中最重要的包括以下三种：变量所处空间本身质量、

变量之间存在的互补性信息以及一致性信息。

MDCS 从非迭代式的路由协议机制中获得启发，使

用了组合权重的方式计算每个变量的权重，如式（6）

所示：

wm = λ1β m1 + λ2 β m2 + λ3 β m3 ,0 ≤ λ1,λ2,λ3 ≤ 1,∑
i = 1

3
λ i = 1（6）

其中，β m1 、β m2 、β m3 分别代表了组合权重中的固定权

重、互补性权重和一致性权重。

固定权重方面，MDCS 使用了 Gap value 作为每

个变量所在 Shapelet 空间中的平均质量，如式（7）所

示，优秀的 Shapelet 集合会拥有更高的均值，因此该

固定权值会更大。

β m1 = avgæ
è
çç

ö

ø
÷÷∑

n = 1

len(S)
gapn （7）

互补性权重方面，MDCS使用KL散度（Kullback-

Leibler divergence）作为主要的计算方法。KL散度在

信息系统中又称为相对熵，主要用于衡量两个分布

之间的匹配程度或差异性，计算方式如式（8）所示，

在本文中它主要起到了量化当前 Shapelet 空间与其

他变量中优质 Shapelet 空间拟合度的作用。在实际

计算过程中，KL散度不具备对称性，因此计算结果依

赖输入顺序。基于 KL 散度的权重计算模块共分为

两部分，分别为成对计算和结果修正。成对计算部

分统计每两个不同变量 Shapelet 空间距离分布之间

的KL散度并将结果保存于一个矩阵 XKL 中。结果修

正部分源于如下事实，即单个变量与其他变量计算

得到的 KL 散度值会出现两种距离分布结果：其一，

当该变量为存在大量互斥关联性的子序列时，互补

性结果会出现个别 KL 值较低，大部分 KL 值较高的

情况；其二，当该变量为平凡性变量时，KL 值会出现

同步较大或较小的情况。为了统一修正这两部分因

素，采用式（9）的计算方式（ ascsort 函数为升序排

列），保证在出现第一种情况下其结果会相对较大，

而第二种情况下，覆盖值由于利用 ϕ进行了缩减，因

而最终结果并不会很大。
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DKL(p||q) = -∫ p(XSsD)ln q(XSsD)
p(XSsD) （8）

β m2 = 1
∑
i = 1

ϕ∙n
ascsort(XKL(m, :))[i]

（9）

如果说互补性权重主要衡量两个 XSsD 之间的匹

配程度，那么一致性权重则更侧重衡量空间本身的

分布优异程度及与其他分布的同步趋势能力，其也

有助于丢弃离散和平凡的空间信息。MDCS 使用了

相关系数和方差修正进行描述，如式（10），其中相关

系数只统计正相关值。在高质量的 Shapelet空间中，

经过一致性权重得到的方差会较大且会拥有较高的

相关系数值，因此其一致性权重也会变大。

βm3 = æ
è
ç

ö

ø
÷∑

z ! =m,r(p,q) > 0
r(Xm

SsD,X z
SsD) + Var(Xm

SsD) （10）

当一个理想的 Shapelet 空间出现时，βm1 会被赋

予较高的权重。同时该变量与其他变量计算得到的

KL散度值会处于结果修正部分的第一种情况即与同

步空间的值较小、非同步空间值较大，进而该部分互

补权值的结果会通过式（9）进行修正，最终若同步空

间越多，β m2 取值就越大。 β m3 方面，更好的 Shapelet

空间会得到更高的方差值，并且若相似空间越多，则

正相关系数的个数会越多，最终权重自然也会更

大。相反，平凡或离散的 Shapelet空间所计算到的固

定权重会较低，β m2 和 β m3 带来的信息也会被其数值

空间呈现的异样分布而稀释，无法与其他空间产生

关联，因此最终的权值会更小。

总结融合阶段如算法 2 所述。需要补充说明的

是，为了避免量纲问题带来的影响，最终的输出矩阵

会进行归一化，形成相似度矩阵。

算法 2 融合 Shapelet空间生成相似度矩阵

输入：{SsDi}mi = 1 、λ1 、λ2 、λ3 。

输出：相似度矩阵 XSim 。

步骤 1 对每个 SsDi 执行式（6），计算得到 Xm
SsD 和

权重 wm 。
步骤 2 利用 wm 融合各个 Xm

SsD 得到 XSim 。

2.4 分配阶段
由于 XSim 还是源于距离的线性叠加，该空间不可

避免会出现密度分布不均问题。SNNDPC 虽然能够

处理该问题，但是在面临更加复杂分布的情况下，原

始高斯截断核密度评估方法的快速衰减特性还是容

易忽视较远数据。本文选用更长函数尾部特征的柯

西核为评估核 [28-29]，具体如式（11）所示，其中 TK 为距

离 Ti 第 K 近的数据，最终需要计算的 ρ i 和 δ i 如式

（12）和式（13）。

f c(Ti,Tj)= æ
è
çç

ö

ø
÷÷

dist(Ti,Tj)2
dist(Ti,TK)2 + 1

-1

（11）

ρ i = ∑
Tj ∈Γ(Ti)

ì

í

î

ïï

ïï

|SNN(Ti,Tj)|2∑
p ∈ SNN(Ti,Tj)

( f c(Ti,Tp)+ f c(Tj,Tp)) ,Ti,Tj ∈ SNN(Ti,Tj)

0,Ti,T j ∉ SNN(Ti,Tj)
（12）

δi = minl:ρl > ρi
ì
í
î

ü
ý
þ

dist(Ti,Tl)é
ë
êê

ù

û
úú∑

Ta ∈Γ(Ti)

f c(Ti,Ta) + ∑
Tb ∈Γ(Tl)

f c(Tl,Tb) （13）

在二次分配过程中，为了加快分配速度及提高

分配效果，选择将可能从属点依照式（12）计算出的

密度值降序排序，并按序将可能从属点 Ti 分配到

Γ(Ti) 中距离最近的数据点所在的簇，当最近邻数据

都处于未分配情况时，搜索空间会扩大一倍直到最

终得到分配。这种改进分配的方式使得每个可能从

属点只需计算一次就能够被分配，有效解决了重复

统计问题，同时由于数据点一旦出现便立即被分配，

算法也不会出现重复统计已分配数据点的问题。

总结上述内容，算法 3给出了MDCS最终流程。

算法 3 MDCS

输入：D、超参数 K 、ϕ和 ψ 、λ1 、λ2 、λ3 。

输出：聚类结果C 。

步骤 1 执行算法 1 得到各自变量的 Shapelet 空

间 {SsDi}mi = 1 。
步骤 2 执行算法 2 得到融合各个变量 Shapelet

空间的相似度矩阵 XSim 。

步骤 3 利用 XSim 与式（12）、式（13）计算每条数

据的密度值 ρi 和 δi 。

步骤 4 利用决策图选取密度峰值点，并对非密

度峰值点进行不可避免从属点和可能从属点的划

分，同时开展第一轮分配。

步骤 5 进行第二轮分配，寻找当前密度值最高

的可能从属点，按照改进的第二轮分配方式对该数

据进行分配。

步骤 6 记录最终的聚类结果C 。

2.5 复杂度分析
算法 1时间复杂度主要来源于 Shapelet搜索和自

适应距离计算，前者在目前大量优化算法改进的过

程中平均时间复杂度不会超过立方级，即 O(n2 l3)，后
者主要取决于每个变量各自 Shapelet 空间 S 的个数
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t ，故总计为 O(mtn2)，但实际情况下 t 是远小于 n 的

常数。算法 2 的时间复杂度基于各个变量之间的矩

阵计算，主要包括互补性权重和一致性权重，故为

O(m2n2)量级。而在分配阶段由于采取了加速策略和

直接利用相似度矩阵进行运算，其时间复杂度为

O(n2) 。综上所述，MDCS 算法总的时间复杂度为

O(n2(m2 +mt + l3))。

3 实验部分

3.1 实验设置
为了验证 MDCS 算法的聚类效果，选用了 23 组

UCR公开真实数据集[7,10]进行实验，具体如表 2所示，

其中部分数据集存在非等长情况，为了便于与其他

算法进行对比，本文采用补零手段补齐，但事实上

MDCS对非等长数据同样适用。

评价指标使用了聚类分析中常用的标准化互信

息（normalized mutual information，NMI）和兰德系数

（Rand index，RI）[27,29]，其中NMI和RI的取值范围均为

[0,1]，指标的数值越大，聚类的效果越好。本文使用

的编程环境为 Python3.9。

对比算法方面，本文选择了当前流行的 11个多变

量时间序列聚类算法，分别为SWMDFC[7]、MC2PCA[6]、

BCNC[8]、cnNMF[9]、cACM[10]、MK-Shape[11]、MK-SC[11]、

FCFW[12]、RP-VWKM[13]、DeTSEC[19]和 MUSLA[26]。在

实验中，以 RI指标为准，选择所有算法在各自参数范

围内的最优聚类结果。

MDCS参数共有 6个超参数，分别是 K 、ϕ和 ψ 、

λ1 、λ2 、λ3 。对于最近邻个数 K ，本文遵循大部分文

献的建议设置范围，将其规定为 5~25 之间。而 ϕ和

ψ 的大小主要决定了 Shapelet 空间的质量和变量之

间的互补覆盖量，为了具备普适性并尽可能覆盖到

有效的数据量上，本文选择 25 和 50，即覆盖 25%和

50%的数据。而对于 λ1 、λ2 和 λ3 的取值，3.4 节的参

数实验部分会对其进行详细说明。MDCS 算法的最

优结果同样以RI最大为准。

3.2 对比实验与分析
表 3 与表 4 分别展示了 MDCS 与各个对比算法

获得的NMI和RI结果，可以看到，MDCS展现出了较

好的聚类性能。在 NMI 上，MDCS 完全领先其他算

法的数据集共有 9 组，优于半数算法的数据集有 20

组，比率分别为 39.1%和 87%；在RI上，MDCS完全领

先的数据集有 11组，领先半数的共有 21组，比率分别

为 48%和 91.3%。若将这两个指标进行统一整理，那

么 MDCS 共在 8 组数据集上同时取得了最好的聚类

结果，比率达 34.8%。由此可见，MDCS通过 Shapelet

空间和密度聚类思维的方式对数据的合理分配起到

了关键作用。将这些数据结果进一步量化处理，得

到了表中各个算法的平均聚类结果 Avg 和平均排名

Rank。图 6（a）和图 6（b）分别对结果进行了可视化，

从图中可以清晰地看到，MDCS 的综合能力非常突

出，平均指标和平均排名都取得了最好的结果，其中

NMI 平均提高 34.4%、领先 1.4 个位次，RI 平均提高

9%、领先 1.6个位次。

从数据集变量个数、长度等角度观察MDCS算法

的聚类结果可以发现如下事实：（1）当时间序列长度偏

小且数据量较少时，例如Lp1~5，MDCS执行过程中搜

索到的 U-Shapelet 长度都偏小，因而产生的 Shapelet

空间并不容易达到最优，但相比 K-means类型的算法

（例如，MK-Shape 和 MK-SC）划分算法仍旧具备优

势。（2）当时间序列长度和数据量均适中时，MDCS基

本优于大部分降维与距离改进的算法，如 Epilepsy。

（3）当时间序列长度较长时，MDCS 算法的聚类性能

取决于数据集变量中是否存在明显的局部特征，例如

Cricket数据集就存在明显的手势特征因而聚类效果

更好；SelfRegulationSCP2 数据集则是一种慢速皮质

电位特征集，局部特征不明显，故聚类结果相对较低。

表 2 对比实验数据集

Table 2 Comparative experiment datasets

数据集

ArticularyWordRecognition

AtrialFibrillation

BasicMotions

Cricket

ECG

Epilepsy

ERing

FingerMovements

HandMovementDirection

Handwriting

JapaneseVowels

Libras

Lp1

Lp2

Lp3

Lp4

Lp5

Natops

RacketSports

SelfRegulationSCP1

SelfRegulationSCP2

StandWalkJump

UWaveGestureLibrary

数量

575

30

80

180

200

275

300

416

234

1 000

640

360

88

47

47

117

164

360

303

561

380

27

440

变量个数

9

2

6

6

2

3

4

28

10

3

12

2

6

6

6

6

6

24

6

6

7

4

3

长度

144

640

100

1 197

152

206

65

50

400

152

29

45

15

15

15

15

15

51

30

896

1 152

2 500

315

类别数

25

3

4

12

2

4

6

2

4

26

9

15

4

5

4

3

5

6

4

2

2

3

8

396
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表 3 NMI结果

Table 3 NMI results

Datasets

ArticularyWordRecognition

AtrialFibrillation

BasicMotions

Cricket

ECG

Epilepsy

ERing

FingerMovements

HandMovementDirection

Handwriting

JapaneseVowels

Libras

Lp1

Lp2

Lp3

Lp4

Lp5

Natops

RacketSports

SelfRegulationSCP1

SelfRegulationSCP2

StandWalkJump

UWaveGestureLibrary

Avg

Rank

SWMDFC

0.492 8

0.153 0

0.199 5

0.499 6

0.072 6

0.178 7

0.707 7

0.004 8

0.034 2

0.207 2

0.323 2

0.398 5

0.120 2

0.310 0

0.283 1

0.031 5

0.165 1

0.564 8

0.099 9

0.194 4

0.002 1

0.214 6

0.234 2

0.238 8

9.04

MC2PCA

0.527 2

0.204 2

0.535 1

0.471 3

0.150 8

0.587 6

0.342 3

0.014 2

0.022 9

0.233 0

0.173 0

0.231 6

0.337 3

0.408 9

0.346 7

0.320 3

0.160 1

0.192 1

0.117 5

0.050 6

0.019 4

0.273 1

0.369 4

0.264 7

7.52

BCNC

0.506 2

0.219 1

0.349 3

0.402 6

0.053 3

0.288 1

0.321 1

0.203 2

0.363 2

0.414 4

0.482 7

0.522 5

0.365 8

0.486 6

0.378 9

0.218 2

0.296 7

0.367 1

0.126 5

0.071 3

0.061 5

0.268 2

0.276 6

0.306 2

6.48

cnNMF

0.889 6

0.075 7

1.000 0

0.975 4

0.296 3

0.627 6

0.935 6

0.003 6

0.030 4

0.476 4

0.573 8

0.611 6

0.648 1

0.463 1

0.341 1

0.469 4

0.450 8

0.692 1

0.526 5

0.294 5

0.000 5

0.137 1

0.744 5

0.489 7

3.83

cACM

0.850 1

0.289 0

0.334 3

0.661 8

0.004 3

0.498 8

0.593 6

0.016 3

0.114 9

0.219 5

0.582 6

0.305 7

0.181 7

0.178 5

0.067 0

0.266 3

0.150 1

0.368 7

0.450 6

0.149 7

0.015 6

0.059 8

0.474 1

0.297 1

7.35

MK-Shape

0.858 8

0.115 2

0.754 7

0.885 3

0.016 4

0.429 0

0.847 1

0.011 4

0.016 9

0.490 4

0.470 8

0.582 3

0.241 7

0.365 5

0.268 6

0.152 0

0.152 3

0.648 2

0.547 2

0.021 3

0.000 7

0.212 7

0.757 9

0.384 6

6.26

MK-SC

0.824 3

0.064 9

0.458 4

0.578 1

0.243 5

0.305 1

0.504 8

0.001 5

0.019 7

0.243 8

0.383 2

0.515 7

0.304 7

0.302 0

0.391 2

0.277 9

0.368 2

0.529 4

0.097 7

0.024 5

0.000 1

0.029 4

0.487 5

0.302 4

8.30

FCFW

0.431 8

0.210 9

1.000 0

0.871 4

0.179 1

0.361 7

0.681 7

0.012 4

0.029 3

0.223 8

0.520 0

0.505 9

0.685 5

0.108 4

0.198 5

0.398 9

0.125 0

0.558 5

0.226 7

0.373 2

0.004 5

0.217 7

0.492 5

0.366 0

6.17

RP-VWKM

0.737 8

0.215 4

0.562 0

0.767 2

0.264 8

0.331 4

0.591 4

0.000 4

0.028 2

0.298 4

0.399 6

0.581 0

0.404 7

0.377 4

0.056 2

0.051 3

0.449 6

0.243 4

0.272 3

0.012 2

0.012 7

0.106 0

0.533 8

0.317 3

7.00

DeTSEC

0.429 0

0.154 7

0.612 0

0.760 9

0.001 3

0.234 5

0.540 5

0.005 3

0.011 8

0.283 2

0.402 1

0.437 0

0.213 2

0.399 8

0.413 7

0.195 2

0.269 7

0.582 7

0.175 7

0.256 9

0.009 3

0.208 6

0.391 9

0.303 9

7.74

MUSLA

0.838 2

0.208 5

0.881 2

0.760 9

0.229 2

0.600 8

0.722 3

0.000 8

0.185 0

0.425 7

0.462 6

0.660 9

0.238 2

0.359 9

0.176 8

0.244 6

0.315 1

0.483 8

0.180 3

0.256 9

0.009 3

0.347 5

0.727 7

0.405 1

5.48

MDCS

0.917 0

0.215 0

1.000 0

0.935 3

0.259 9

0.627 6

0.936 0

0.008 8

0.335 2

0.512 0

0.741 4

0.662 5

0.649 9

0.300 5

0.396 5

0.362 2

0.337 9

0.760 4

0.474 4

0.203 9

0.008 6

0.268 2

0.797 3

0.509 2

2.83

表 4 RI结果

Table 4 RI results

Datasets

ArticularyWordRecognition

AtrialFibrillation

BasicMotions

Cricket

ECG

Epilepsy

ERing

FingerMovements

HandMovementDirection

Handwriting

JapaneseVowels

Libras

Lp1

Lp2

Lp3

Lp4

Lp5

Natops

RacketSports

SelfRegulationSCP1

SelfRegulationSCP2

StandWalkJump

UWaveGestureLibrary

Avg

Rank

SWMDFC

0.927 3

0.574 7

0.687 0

0.826 3

0.586 1

0.664 1

0.865 3

0.501 8

0.596 3

0.919 0

0.738 8

0.860 4

0.614 9

0.698 4

0.654 9

0.516 9

0.656 7

0.795 2

0.643 4

0.624 8

0.500 1

0.592 6

0.758 4

0.687 1

9.17

MC2PCA

0.932 3

0.613 8

0.802 2

0.880 1

0.628 2

0.835 7

0.791 4

0.503 9

0.627 3

0.923 9

0.872 0

0.853 5

0.664 1

0.782 6

0.670 7

0.699 4

0.693 1

0.750 8

0.655 7

0.516 0

0.512 0

0.683 8

0.815 7

0.726 4

6.39

BCNC

0.780 3

0.593 1

0.649 7

0.763 4

0.543 0

0.649 9

0.749 9

0.501 3

0.732 3

0.781 9

0.881 9

0.918 4

0.699 1

0.735 4

0.676 2

0.592 2

0.759 1

0.824 0

0.702 0

0.503 2

0.504 8

0.421 7

0.782 2

0.684 6

7.65

cnNMF

0.982 9

0.432 2

1.000 0

0.994 8

0.696 9

0.712 7

0.980 9

0.501 1

0.633 2

0.939 1

0.894 4

0.918 0

0.826 0

0.770 6

0.706 8

0.695 4

0.768 1

0.887 4

0.728 5

0.686 4

0.499 0

0.604 0

0.932 2

0.773 5

3.74

cACM

0.975 6

0.632 2

0.620 6

0.907 4

0.485 2

0.780 9

0.859 3

0.502 5

0.735 5

0.708 3

0.890 1

0.880 1

0.591 4

0.625 3

0.596 7

0.637 0

0.739 0

0.725 0

0.768 5

0.511 1

0.501 3

0.564 1

0.878 7

0.700 7

6.96

MK-Shape

0.971 2

0.579 3

0.894 6

0.958 3

0.555 6

0.771 2

0.957 9

0.503 9

0.625 8

0.937 0

0.853 6

0.913 9

0.676 6

0.754 9

0.680 9

0.584 1

0.688 2

0.810 1

0.800 3

0.512 9

0.499 2

0.621 1

0.929 3

0.742 6

5.78

MK-SC

0.971 8

0.565 5

0.764 2

0.898 4

0.660 8

0.705 6

0.838 6

0.499 7

0.627 2

0.927 3

0.840 0

0.904 4

0.674 0

0.715 1

0.745 6

0.598 7

0.749 6

0.804 7

0.650 5

0.516 0

0.498 7

0.547 0

0.853 6

0.719 9

7.48

FCFW

0.858 6

0.570 1

1.000 0

0.961 3

0.649 5

0.734 8

0.890 6

0.502 1

0.631 1

0.744 9

0.877 1

0.900 6

0.835 9

0.552 3

0.642 9

0.619 5

0.696 4

0.838 4

0.678 0

0.725 3

0.501 8

0.621 1

0.863 8

0.734 6

5.83

RP-VWKM

0.947 4

0.620 7

0.795 3

0.907 2

0.696 9

0.675 9

0.808 7

0.499 0

0.622 5

0.891 5

0.841 3

0.898 3

0.729 4

0.743 8

0.698 4

0.621 3

0.723 9

0.656 7

0.594 0

0.507 6

0.505 4

0.558 4

0.846 5

0.712 6

7.48

DeTSEC

0.922 8

0.441 4

0.773 7

0.913 6

0.539 7

0.660 4

0.845 3

0.500 8

0.610 6

0.925 9

0.846 2

0.890 5

0.497 6

0.762 3

0.729 0

0.541 7

0.665 6

0.754 3

0.667 1

0.665 2

0.499 4

0.421 7

0.838 4

0.691 9

8.48

MUSLA

0.976 8

0.723 4

0.949 7

0.913 6

0.508 8

0.744 6

0.782 7

0.499 2

0.712 4

0.937 8

0.867 9

0.918 5

0.707 7

0.722 5

0.506 0

0.589 3

0.728 0

0.769 3

0.502 4

0.665 2

0.499 4

0.601 4

0.912 9

0.727 8

6.39

MDCS

0.983 4

0.574 7

1.000 0

0.983 6

0.682 0

0.931 8

0.982 9

0.507 2

0.744 0

0.946 9

0.919 2

0.919 3

0.756 0

0.752 8

0.715 1

0.700 0

0.692 5

0.878 8

0.689 3

0.633 9

0.504 2

0.669 5

0.941 0

0.787 3

2.65
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图 7展示了由各个算法在所有数据集上的 RI值

修正后组成的临界差分图，可以再次清晰看到MDCS

算法明显优于其他算法。相较于SWMDFC，MC2PCA

和BCNC等基于降维的聚类算法，MDCS利用局部思

维保留了更多用于聚类的判别子序列 Shapelet，提高

了其精度与可解释性。而与 MK-Shape和 MK-SC 这

些基于距离的方法以及 DeTSEC 等深度方法相比，

MDCS 利用组合权重的方式获取变量之间的互补性

与一致性，产生了具有更高区分度的相似度矩阵，并

使用面向复杂分布的密度聚类方法，最终使得算法

的有效性更好。与 MUSLA 这类基于 U-Shapelet 思

想的学习算法相比，MDCS 对每个变量单独进行了

Shapelet空间搜索，有效降低了MTS子序列存在的局

部最优问题，聚类性能更好，同时可解释性更强。

最后，简要分析 MDCS 算法与几个代表性聚类

算法的计算复杂度，包括划分式聚类算法（MK-Shape、

cnNMF 等）和 U-Shapelet 聚类算法（MUSLA）。MK-

Shape和 cnNMF等划分式的 MTS聚类算法执行一次

的运算复杂度为 O(Inml)，其中 I 为迭代次数，但由于

划分算法都不具备稳定性，故需要执行多次以寻找

最优结果，当数据量较为庞大时，其产生的额外代价

可能会难以接受。MDCS 在整个聚类过程中不存在

随机因素，因此不需要多次运行，聚类结果也更加稳

定。MUSLA与MDCS都是U-Shapelet算法在多变量

上的拓展，MUSLA 的时间复杂度依赖输入不同长度

子序列的数量，故其运行时间会随着输入的增多而

线性上升。MDCS 在运行过程中产生的 Shapelet 空

间是自适应得到的，故其 U-Shapelet 集合是确定的，

图 6 算法聚类结果的统计指标

Fig.6 Statistical indicators of algorithm clustering results

图 7 RI值修正后的临界差分图

Fig.7 Critical difference diagram about RI value correction
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因而不存在这类问题。

3.3 消融实验与分析
为了更好说明各个阶段对聚类结果产生的作

用，本节对 MDCS 三个主要的创新点进行了消融实

验。其中改动算法的内容分别为MDCS-CRI（不使用

自适应方式而采用 CRI）、MDCS-NW（不适用加权而

直接进行线性叠加）和 MDCS-KM（不利用密度聚类

而采用 K-means），同时各个改动算法的参数选择与

MDCS保持一致。实验过程方面，选择了表 2中前九

个数据集进行实验，将这些数据集每三个为一组分

为三大组，命名为 Group1~3，表 5 给出了最终外部指

标的聚类结果，其中前三大格详细给出了三个数据

集的聚类结果，后三大格给出了每组的平均结果。

从表 5中可以看到，各个改动的算法总体性能不

及 MDCS，其中 MDCS-CRI 下降程度最低，其次是

MDCS-NW和MDCS-KM。在MDCS-CRI方面，原始

利用 CRI 选择最佳 Shapelet 空间与 MDCS 的自适应

搜索的差别不大，符合算法改进的基本预期，也侧面

说明了自适应方式在找到理想的 Shapelet 空间的同

时减少聚类次数是可行且有效的。MDCS-NW 由于

并未对变量进行加权，因而整体性能下降较多，这也

说明了降低平凡变量比重，提高显著变量比重的方

式有利于提高聚类性能。而 MDCS-KM 使用了传统

的划分思路解决数值分布问题，当面向的分布较为

复杂时，其性能下降最为明显。总体而言，消融实验

验证了本文算法的可行性与有效性。

3.4 参数实验与分析
本节对 MDCS λ1 、λ2 、λ3 三个超参数的选择进

行具体的实验及分析。

从上文可知，λ1 、λ2 和 λ3 之间的不同比例影响

了 {SsDi}mi = 1 的数值分布，其中 λ1 更关注 S 的质量，λ2

更关注变量之间的互补程度，λ3 更偏向变量与其他

变量的一致性能力。为了测试各比重对结果可能产

生的不同影响，选择在 AtrialFibrillation、HandMove-

mentDirection、Lp1 和 Natops 数据集上进行实验，通

过固定一个影响值，改变其余两个权值之间的大小

进而观察聚类结果RI的不同。图 8给出了实验结果，

其中（a）~（d）固定 λ1 为 0.3，调整 λ2 和 λ3 从 0.20~0.50

之间以间隔 0.05的比率进行变化，（e）~（h）和（i）~（l）

则分别固定 λ2 与 λ3 并进行相同的变化。从图8中可以

看到，AtrialFibrillation数据集中每个变量具有较长的

长度，因而衡量 S 质量的 λ1 对结果的提高具有较大

的影响，λ1 越大，RI值越大；Natops数据集具有较多的

变量个数，在 λ2 或 λ3 更大的情况下拥有更好的聚类

结果，特别是 λ3 的一致性权重的比例；HandMovement-

Direction和 Lp1数据集则是在数据量、变量个数和长

度都较为均衡的代表，前者整体的数据量、变量个数

与长度都较大，因而可以看到三个超参数对其结果

影响较大，不同组合对 RI的波动性影响较为明显；后

者的整体数量都偏少，因而其 RI 值对参数的敏感度

较小；但是从图中可以观察到两者均能够在 λ1 、λ2 和

λ3 三者较为相近的取值下得到优异的聚类结果。

最终对参数设置有如下两个结论：其一，当数据

量、变量个数和长度中某一项特别突出的情况下，推

荐设置提高突出项的比例，譬如长度较大则提高 λ1
的值；其二，当三者都较为均衡时，推荐均衡调整 λ1 、

λ2 和 λ3 的取值范围即设置在 0.30~0.35左右。

3.5 可解释性分析
本节简要分析 MDCS 算法的可解释性能力，可

解释性是基于 U-Shapelet算法的一种优势，它可以在

没有先验知识的情况下对数据集的普遍模式进行关

系来源解释，符合人类对于认知结果的定义。

案例 1 ERing 数据集是一个手指姿势识别数据

表 5 消融实验结果

Table 5 Ablation experiment results

数据集或组

ArticularyWordRecognition

BasicMotions

AtrialFibrillation

Group1

Group2

Group3

算法

MDCS

MDCS-CRI

MDCS-NW

MDCS-KM

MDCS

MDCS-CRI

MDCS-NW

MDCS-KM

MDCS

MDCS-CRI

MDCS-NW

MDCS-KM

MDCS

MDCS-CRI

MDCS-NW

MDCS-KM

MDCS

MDCS-CRI

MDCS-NW

MDCS-KM

MDCS

MDCS-CRI

MDCS-NW

MDCS-KM

NMI

0.917 0

0.907 9

0.500 7

0.522 3

0.215 0

0.235 0

0.213 7

0.410 9

1.000 0

1.000 0

0.563 1

0.637 9

0.710 6

0.714 3

0.425 8

0.523 7

0.674 3

0.674 3

0.375 3

0.376 2

0.426 7

0.426 0

0.222 1

0.225 7

RI

0.983 4

0.981 5

0.916 3

0.936 6

0.574 7

0.532 2

0.572 4

0.580 5

1.000 0

1.000 0

0.803 5

0.894 0

0.852 7

0.837 9

0.764 1

0.803 7

0.865 8

0.865 8

0.717 3

0.718 5

0.744 7

0.742 1

0.671 1

0.690 6
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集，由 4 个变量、长度均为 65 的序列电极转化而来，

每个变量分别代表了手势与手指距离之间的变化。

如图 9 所示，各个变量经过 Shapelet 转化后产生的 S

可以代表该变量对最终结果的影响。从另一个角度

说，最终的 6类手势可以由这些 S按比例所代表与解

释，也就是之所以这些数据能够被归类的原因。

图 8 参数设置实验结果

Fig.8 Experimental results of parameter setting
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4 结束语
本文提出了面向 Shapelet 空间的多变量时间序

列自适应权重密度聚类算法，简称MDCS。算法首先将

MTS数据进行自适应的U-Shapelet搜索与空间转换，

找到了富含更多类别信息的子序列组；接着利用组合

权重的方式提高相似度矩阵的质量，包括获取各个变

量之间互补性与一致性；最后利用面向复杂分布的共

享最近邻密度峰值聚类算法对 MTS数据进行最终分

配。实验结果证明，本文算法能够有效处理高维MTS

数据集的聚类问题，在提高精度的同时具备了可解

释性能力。但是，本文算法的诸多参数需要人为设

定，并且由于需要对每个变量进行 U-Shapelet 搜索，

时间消耗较大，探索提高 Shapelet空间搜索速度与自

适应参数学习等方式将是下一步研究的重点方向。
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