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摘 要：乳腺癌是女性最常见的恶性肿瘤，其早期发现具有决定性意义。乳腺影像学检查在早期发现乳腺癌

以及在治疗期间监测与评估方面发挥着重要作用，但人工检测医学影像通常耗时耗力。最近，深度学习算法

在早期乳腺癌诊断工作中取得了显著进展。通过梳理近几年的相关文献，对深度学习技术在不同成像模式的

乳腺癌诊断中的应用进行了系统综述，旨在为深入开展基于深度学习的乳腺癌诊断研究提供参考。首先概述

了乳腺 X 线摄影、超声影像、磁共振成像和正电子发射计算机断层显像四种乳腺癌成像模式并进行了简要对

比，列举了多种成像方式对应的公共数据集。重点对基于上述四种不同成像模式的深度学习架构的不同任务

（病变检测、分割和分类）进行了系统的综述，对比分析了各算法性能、改进思路及其优缺点。最后，对现有技

术存在的问题进行分析，并针对目前工作的局限性对未来发展方向进行展望。
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Abstract: Breast cancer is the most common malignant tumor in women and its early detection is decisive. Breast

imaging plays an important role in early detection of breast cancer as well as monitoring and evaluation during treat-

ment, but manual detection of medical images is usually time-consuming and labor-intensive. Recently, deep learning al-

gorithms have made significant progress in early breast cancer diagnosis. By combing the relevant literature in re-

cent years, a systematic review of the application of deep learning techniques in breast cancer diagnosis with differ-

ent imaging modalities is conducted, aiming to provide a reference for in- depth research on deep learning- based

breast cancer diagnosis. Firstly, four breast cancer imaging modalities, namely mammography, ultrasonography,

magnetic resonance imaging and positron emission tomography, are outlined and briefly compared, and the public

datasets corresponding to multiple imaging modalities are listed. Focusing on the different tasks (lesion detection,

segmentation and classification) of deep learning architectures based on the above four different imaging modalities,
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目前，乳腺癌已超越肺癌，成为全球第一大癌

症。2023 年美国癌症协会的统计数据显示，乳腺癌

在女性癌症患者中占比高达 31%，其发病率和死亡率

在女性中均为首位 [1]。从 20 世纪 80 年代至今，乳腺

癌发病率在中国持续快速上升，同时患病群体呈现

出年轻化的趋势。乳腺肿瘤一般分为四类:正常、良

性、原位癌和浸润性癌[2]。良性肿瘤是一种异常但非

癌性的细胞集合，细胞结构发生微小变化，但不具备

癌细胞的特性。而原位癌和浸润性癌则被归类为癌

症 [3]。原位癌仅限于乳腺内的一部分区域，没有侵入

周围组织或血液循环系统。但浸润性癌细胞会侵入

周围组织和血液循环系统，可能会向其他部位扩散[4]。

乳腺癌的早期发现是治疗的决定性步骤，对于防止

癌症及其并发症的进一步发展至关重要。准确的乳

腺癌早期检测可以将患者的生存率提高到 50%。

放射学成像技术的进步，使得在早期阶段诊断

这种致命疾病成为可能。在乳腺癌筛查操作中，放

射科医生或病理学家通过人工观察和检查乳房图像

进行诊断、预后和治疗决策。然而，诊断过程中医生

的主观性影响较大，并且每位医生的经验水平也不

尽相同 [5]。计算机辅助诊断（computer aided diagno-

sis，CAD）系统可以为放射科医生的决策过程提供关

键的辅助。CAD系统可以显著减少在临床实践中评

估病变的工作量，消除了人为主观因素的影响，提高

诊断的准确率与效率，同时将活检的假阳性数量降

至最低。最近，一些基于人工智能的方法，如深度学

习算法，在早期乳腺癌诊断方面取得了显著进展。

深度学习是近年来一项重大的突破性技术，因为它

在包括目标检测和分类在内的各种机器学习任务中

展现出了超越最先进水平的性能。深度学习利用多

层神经网络对输入数据进行处理和学习。与传统的

机器学习方法相比，深度学习可以自动地从数据中

学习到更抽象、更高层次的特征表示，从而使得模型

在处理复杂的任务和大规模数据时表现更出色。自

深度学习出现以来，各种利用深度架构的著作相继

问世 [6]。最常见的深度学习结构是卷积神经网络

（convolutional neural networks，CNN）[7]。

对于乳腺癌诊断，文献[8-12]是近期发表的几篇

优秀的综述，如 Gao等人 [8]从机器学习和深度学习两

方面对基于乳腺X线图像的应用进行了综述，张晓栋

等人 [12]总结了深度学习在乳腺磁共振成像中的研究

进展。但上述综述都是仅针对某种特定的成像方式

或特定的工作展开，未对应用于不同乳腺癌成像模

式的深度学习方法进行系统的概述；而成像模式对

于基于图像的 CAD 系统具有重要意义。因此，不同

于上述综述，本研究回顾了深度学习在多种乳腺癌

成像模式中应用的最新研究。本文系统地总结了多

种常见的乳腺癌成像模式，以及各成像模式对应的

相关公共数据集；概述了近期用于不同乳腺癌成像

模式的深度学习架构、不同任务（如分类、分割）的模

型性能以及研究方向。针对现有技术分析了存在的

问题，并对未来的发展方向进行了展望。

1 乳腺影像学检查
乳腺影像学检查是用于评估乳腺疾病的医学影

像技术，旨在检测乳房异常、辅助乳腺癌的早期诊断

和指导治疗。在乳腺癌早期诊断中，不同的影像学

检查方法各具特点。目前乳腺影像学检查主要包括

乳 腺 X 线 摄 影（mammography）、超 声 影 像（ultra-

sound-imaging）、磁共振成像（magnetic resonance im-

aging，MRI）、计算机断层扫描（computed tomogra-

phy，CT）和正电子发射断层扫描（positron emission

tomography，PET）等。

1.1 乳腺 X线检查
乳腺 X 线检查是目前最简单有效的乳腺癌检测

方法，在医学放射学中已经应用很多年[13]。乳腺 X线

检查可以帮助医生观察乳房内部的异常结构和钙

化，发现在触摸或其他检查中难以察觉的小肿块或

钙化灶。但乳腺 X 线检查对于年轻女性或乳房组织

较密集的个体、密集的乳房组织可能会模糊或掩盖

潜在的异常病变，增加了误诊和漏诊的风险[14-15]。

1.2 乳腺超声检查
乳腺超声检查利用超声波技术生成乳房的影

像，对身体无危害，具有较好的筛查效果。超声检查

可以鉴别乳房肿块的性质，以区分囊性和实性肿

块。相比于X线检查，超声检查受乳房密度的影响较

小，可额外发现 27%的乳腺癌病变 [16]。然而，乳腺超

a systematic review of the algorithms is conducted, and the performance of each algorithm, improvement ideas, and

their advantages and disadvantages are compared and analyzed. Finally, the problems of the existing techniques are

analyzed and the future development direction is prospected with respect to the limitations of the current work.

Key words: breast cancer; deep learning; computer-aided diagnosis; imaging examination
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声检查可能无法提供细微的结构信息，因此，目前乳

腺超声检查尚未广泛应用于乳腺癌的常规筛查中，

而是作为X线检查的补充检查手段[17]。

1.3 乳腺 MRI检查
乳腺 MRI检查可以获取乳腺的高分辨率三维图

像，从而发现更小的肿块和钙化灶，特别适用于高风

险人群。乳腺 MRI提供了详细的乳房结构和组织信

息，且受乳房密度的影响较小。然而，MRI诊断乳腺

癌的特异度相对较低，对于微小钙化的显示不如X线

检查[18]。其次，乳腺MRI成本较高，检查时间较长，可

能不适合作为常规筛查方法。

1.4 PET/CT检查
PET/CT 检查是一种结合了 PET 和 CT 的影像学

检查技术，可同时获得代谢和解剖信息。PET图像提

供关于细胞活动和代谢的信息，CT 图像提供详细的

结构信息。结合两种类型的图像，医生可以更好地

定位异常并做出更准确的诊断。PET/CT检查在癌症

分期、治疗规划和治疗反应监测方面得到广泛应用，

在常规分期检查结果不确定或有疑问的情况下可提

供辅助诊断，适用于局部晚期或转移性患者。

2 数据集
医学领域中可用的公开图像数据集相对较少，

尤其是针对乳腺图像的数据集。本章旨在概述用于

乳腺癌诊断的不同成像模式所对应的公共数据集，

并着重介绍常见的乳腺X线图像公共数据集。

2.1 乳腺 X线图像数据集
约 70%的乳腺图像公共数据集为乳腺 X 线图像

或超声图像数据集，这也表明这两种方法，特别是乳

腺X线摄影在乳腺癌筛查中的重要性[19-20]。不同乳腺

X线图像数据集的详细特征见表 1。

2.2 其他数据集
除乳腺X线摄影外，其他成像模式对应的数据集

见表 2。

3 深度学习在乳腺影像学检查中的应用
在医疗保健系统中，复杂的临床环境和工作流

程使医生的决策非常具有挑战性，特别是在成像任

务方面，因为这需要高度的视觉感知和认知能力 [29]。

如今，越来越多的医疗机构开始使用人工智能算

法。 k-近邻、支持向量机（support vector machine，

SVM）和朴素贝叶斯分类器在各自领域表现较好。

表 1 常见乳腺 X线图像数据集

Table 1 Common mammogram datasets

数据集

DDSM[21]

CBIS-DDSM[23]

MIAS[24]

INbreast[27]

BancoWeb[28]

病例数量

2 620

1 644

161

115

320

图像数量

10 480

2 015

322

410

1 400

视角

MLO

CC

MLO

CC

MLO

MLO

CC

MLO

CC

文件格式

.LGPEG

.DICOM

.PGM

.DICOM

.TIFF

标注方式

RoI轮廓点

RoI轮廓点

RoI中心和

半径

RoI轮廓点

部分数据

标注RoI

数据集特点

根据乳腺影像报告数据系统（BI-RADS）[22]提供患者年龄、

肿块形状、肿块边缘、钙化分布、乳腺密度等信息。包含真

实标注框（GT）验证和 RoI注释，但提供的异常位置过于笼

统，无法进行精确的分割

DDSM 的更新和标准化版本，经过删除低质量图像并改进

RoI注释处理，将图像进行了解压缩并转换为DICOM格式

提供乳房密度信息，并提供高比例的毛刺状肿块，但注释

并不充分 [25]。图像的分辨率限制了微钙化的检测 [26]。此

外，数据集没有按BI-RADS标准进行分类

共包含六类：正常、钙化、肿块、不对称、多重发现和结构扭

曲。病灶周围的轮廓信息为像素级。RoI信息和患者相关

信息（如家族史、ACR 乳腺密度、BI-RADS 分类分布等）以

XML格式进行存储

图像经过适当的对比度和空间分辨率处理。数据集提供

搜索、剪切、统计分析、远程插入和其他工具。但 RoI形式

的注释仅存在于部分图像中

注：MLO（mediolateral-oblique）侧斜位；CC（cranio-cauda）头足位；RoI（region of interest）感兴趣区域。

表 2 常见各成像模式图像数据集

Table 2 Common image datasets of

various imaging modes

成像方式

超声

MRI

公共数据集

OASBUD

BUSI

MBUD

RIDER

TCIA

DWI

起始年份

2017

2018

2018

2006

2015

2022

病例数量

恶性 52例，良性 48例

恶性 210例，良性 620例

正常 472例，异常 278例

恶性 500例

恶性 91例

恶性 328例
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然而，机器学习中的跟踪和检测过程需要手动完

成。为了有效检测癌症，系统每帧需要处理 200~

300个细胞，这是手动跟踪无法实现的，而深度学习可

以识别原始数据中的复杂模式。研究显示，深度学

习模型能够比传统的临床方法提前 1~2 年发现乳腺

癌 [30]。目前，深度学习算法在乳腺癌不同成像模式

诊断中均得到了应用。本章在病变检测、分割和分

类三方面综述了应用于乳腺癌影像学检查的深度学

习算法。使用深度学习诊断乳腺癌的总体框架如图 1

所示。

3.1 基于乳腺 X线检查技术

3.1.1 乳腺 X线图像病变检测

近年来，深度学习技术在乳腺X线摄影处理领域

得到广泛应用，以减轻放射科医生的工作负担。基

于 CNN的系统在乳腺X线摄影图像检测任务中展现

出比基于机器学习的系统更高的性能，这在早期Ribli

等人 [31]的工作结果中得到了证实，他们使用改进的

Faster R-CNN网络对乳腺X线图像进行病变检测，该

方法在 INbreast数据集上取得了 0.95的 AUC 值。为

了进一步提高肿块检测性能，Sun等人 [32]通过模拟人

类的视觉特征，使用图像模板匹配方法在图像中定

位乳房肿块的可疑区域，并使用粒子群（particle

swarm optimization，PSO）算法进行优化，从而有效地

将对乳房肿块的粗略边界框进一步细化。Garrucho

等人[33]在单个域中训练了八种最先进检测方法，并在

五个新域中进行测试。基于 Transformer的检测模型

表现最佳，这证明在模型中集成注意力模块可以进

一步提高算法的可靠性，因为 Transformer 的自注意

力机制使其对域变化具有更强的鲁棒性。该研究的

一个局限性是训练集在肿块和患者属性方面不平

衡，向少数类添加更多的样本可以帮助更好地评估

检测性能。

YOLO（you only look once）[34]是一个经典的目标

检测模型，Al-antari等人 [35]使用 YOLO 算法从完整的

乳腺X线图像中搜索可疑肿块区域，算法甚至可以检

测到存在于胸肌或密集区域内的肿块。与其他研究

相比，该算法运行时间和所需的内存更少。在后续

的工作中，Su等人[36]又通过结合YOLO算法和LOGO

（local- global）架构实现了同时进行检测和分割。

YOLO模型提供了特定裁剪的局部图像，用于后期的

分割；为了平衡训练效率和分割性能，作者分别在全

局和局部 Transformer分支上训练整个图像和裁剪图

像，大大提高了原始像素级的分割分辨率。

为了检测乳腺 X 线图像中的微钙化病变，Honjo

等人 [37]提出了一种超分辨率（super- resolution，SR）

CNN 模型，反卷积上采样将低分辨率图像的大小增

加到高分辨率，从而清晰地定义了微钙化边缘，使其

更容易与周围组织区分开来，但模型对非钙化病变

的识别略差。为此，Ueda等人[38]通过改进RetinaNet[39]

模型，主干网络使用 ResNet152[40]和特征金字塔网

络 [41]以处理深层特征和多尺度信息，从而实现了肿

块、微钙化和结构扭曲等多类型病变检测。边界框

模型解决了钙化等类型区域边界难以准确划定的问

题，该方法以 0.45~0.47 的平均假阳性指征（mean

false positive indications，mFPI）检测到所有的癌症，

但模型在较致密的乳腺组织和钙化中发现恶性病灶

相对困难。其他研究也报道了类似的结果 [42-43]。未

来开发模型时可以尝试降低压缩比解决该问题。

3.1.2 乳腺 X线图像分割

U-Net[44]模型在医学图像分割中是一种流行且高

效的方法。U-Net模型使用了跳跃连接（skip connec-

tions）将编码器阶段的特征与解码器阶段的特征相连

接，这有助于传递底层和高层特征，从而在分割过程

中保留更多的上下文信息和细节。基于 U-Net模型，

Soulami 等人 [45]将像素点分为背景、良性肿瘤和恶性

肿瘤，从而实现了分类分割一步到位；此外，使用标

准分类交叉熵作为损失函数，损失将根据每个类别

建立的权重进行加权，有效解决了类不平衡问题。

在此基础上，Salama等人[46]在利用 U-Net模型分割乳

房区域时使用 MLO 视图和 CC 视图组合，取得了比

单一 MLO 视图更好的性能，基于改进 U-Net 准确率

为 98.87%，计算时间为 1.21 s。受到 Connected U-Net

的启发，Alkhaleefah 等人 [47]将两个 SegNet 架构的层

之间进行跳跃连接，该方法有助于恢复在 SegNet 编

图 1 使用深度学习技术诊断乳腺癌的总体框架

Fig.1 Overall framework of using deep learning

technology to diagnose breast cancer
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码中丢失的细粒度特征和池化操作过程中丢失的空

间信息，以增强模型的鲁棒性。

对于乳腺X线图像分割任务，大多数文献集中在

特征提取和选择技术上，没有致力于去除图像中的

额外的肌肉部分。乳腺 X 线图像中包含与乳房和胸

肌区域信息，因此抑制胸肌信息并实现区域分割可

能是 CAD系统的关键。Ahmed等人[48]使用直方图均

衡化（contrast limited adaptive histogram equalization，

CLAHE）和形态学操作等预处理步骤从原始图像中

去除噪声和伪影，移除肌肉区域；该方法有效地提升

了Mask RCNN和DeepLab两种实例分割框架的分割

性能。在此基础上，Zhou 等人 [49]还使用中值滤波器

抑制噪声。预处理效果对比如图 2 所示，由图可见，

通过中值滤波器抑制噪声后，消除了原始图像中右

下角的黑线；而应用 CLAHE算法的图像中胸肌的可

见度更高。此外，DeepLab v3+在语义分割方面优于

U-Net，该方法在不同图像分辨率的不同数据集中可

以保持高准确性和快速的运行时间。

Kavitha等人 [50]提出了一种基于多层阈值分割的

胶囊网络（optimal multi-level thresholding-based seg-

mentation with DL enabled capsule network，OMLTS-

DLCN），使用基于最优 Kapur的多层阈值分割[51]与壳

博弈优化算法应用于乳腺癌分割，作者通过该方法

将图像分成多个区域，每个区域具有最大的 Kapur

熵，从而最大限度地增加每个区域的信息量。此外，

模型采用基于胶囊网络（CapsNet）的特征提取器，胶

囊是一组神经元的集合，编码特征的同时还可以保

持特征之间的关系，这使得 CapsNet 网络在处理旋

转、变形等变化时更具鲁棒性。OMLTS-DLCN 模型

的结构如图 3所示。

3.1.3 乳腺 X线图像分类

在乳腺 X 线图像分类中，虽然 CNN 已经取得了

显著的成就，但仍存在一些问题，例如低对比度图像

中的斑块丢失以及分割中的模糊性。为了提高低对

比度图像的分类精度，Malebary 等人 [52]使用 CNN 提

取低层特征，RNN-LSTM（recurrent neural networks-

long short- term memory）提 取 高 层 特 征 ，将 RNN-

LSTM 特征与 CNN 特征进行映射，从而改善对比度

较低的问题。另一方面，由于提取的深度特征相对

于可用医疗数据的小尺寸样本而言空间维数较高，

迁移学习预训练 CNN得到的深度特征可能会产生特

征维度诅咒（feature dimensionality curse，FDC）。为

此，Samee等人[53]提出了一种基于预训练 CNN和单变

量范式的级联特征选择框架。随机选择 AlexNet[54]、

VGG[55]和 GoogleNet[56]模型用于提取浅特征和深特

图 2 乳腺 X线图像预处理效果对比

Fig.2 Comparison of preprocessing

effects on mammography

图 3 OMLTS-DLCN 模型的总体流程

Fig.3 Overall process of OMLTS-DLCN model
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征，通过单变量方法优化的关键特征具有良好的分

类模型训练能力，从而有效克服了 FDC 和多重共线

性问题。为了进一步提升分类性能，Baccouche等人[57]

使用 ResNet 网络模型的堆叠集成，移除每个 ResNet

架构的最后一个全连接层之后，堆叠了三个不同的

全连接层。与其他单个体系结构的方法相比，该方

法在良恶性分类、BI-RADS（breast imaging reporting

and data system）类别及肿块形状的多分类方面准确

率均有所提高，但方法的局限性在于模型有大量的

可训练参数和计算，因此每个 epoch 的训练时间较

长。集成框架结构如图 4所示。

为了提取感兴趣钙化区域，Cai等人 [58]通过手工

制作和预训练 CNN 模型学习放射组学特征，该工作

验证了传统形态学特征可用于指导 CNN以实现更高

的微钙化分类精度。在最近的一项工作中，Tiryaki[59]

评估了最新深度学习模型的乳腺癌肿块和钙化病变

分类性能。结果证明了迁移学习和微调预训练CNN

在乳腺癌异常和病理分类方面具有巨大潜力，但类不

平衡问题导致在异常情况中良性钙化的特异性最低。

3.1.4 乳腺 X线图像算法分析总结

深度学习模型和算法的不断优化和发展极大地

扩展了深度学习在乳腺 X 线图像分析中的应用。与

其他模式相比，乳腺X线图像具有多个大型公共数据

集，使得乳腺X线检查在深度学习算法的开发和验证

方面有更多的研究。上述基于乳腺 X 线图像的算法

及性能的比较如表 3 所示。乳腺 X 线图像中病变区

域与正常组织之间的对比度较低，这导致乳腺肿块

与周围腺体往往难以区分，而噪声和周围组织也会

影响检测的准确性。为此，文献[48-49]等工作着重

研究原始图像的预处理，需要注意的是，预处理不仅

需要减少噪声的影响，同时还需要保留图像的细节，

以免造成微小病变的漏检。由于乳腺病理的复杂性

和病灶在X线图像上的多样性，研究需要针对不同类

型的病变分别进行改进，例如对于大小不一的肿块

图 4 ResNet模型分类堆叠集成框架

Fig.4 Framework of classification stacked

ensemble of ResNet models

表 3 基于乳腺 X线图像的算法比较

Table 3 Comparison of algorithms based on mammography

Ribli等人[31]

Sun等人[32]

Garrucho等人[33]

Al-antari等人[35]

Su等人[36]

Honjo等人[37]

Ueda等人[38]

Soulami等人[45]

Salama等人[46]

Alkhaleefah等人[47]

2018

2021

2022

2018

2022

2022

2022

2021

2021

2022

肿块检测、分类

肿块检测

肿块检测

肿块检测、分割、分类

肿块检测、分割

钙化检测

所有症状检测

肿块检测、分割、分类

肿块分割、分类

肿块分割

Faster R-CNN

BD-CNN、图像模

板匹配+PSO

Transformer

YOLO、FrCN、CNN

YOLO+LOGO

SR+CNN

RetinaNet

U-Net

U-Net、CNN

Connected SegNets

DDSM、INbreast

DDSM

OPTIMAM、INbreast、BCDR

INbreast

CBIS-DDSM、INbreast

大阪市立大学医院数据集

大阪市立大学医院数据集、

Medcity21诊所临床数据集

DDSM、INbreast

DDSM、MIAS、CBIS-DDSM

INbreast、CBIS-DDSM、

台湾振兴综合医院数据集

AUC=0.95

ACC=0.858 2

AUC=0.89（平均）

ACC=0.989 6

Dice=0.926 9

AUC=0.947 8

IoU=0.640 4 (CBIS-DDSM)

IoU=0.610 9 (INbreast)

—

AUC=0.93(0.90~0.95)

AUC=0.93(0.90~0.96)

AUC=0.998 8

IOU=0.929 9，ACC=0.988 7

IOU=0.907 8，ACC=0.978 7

IOU=0.879 6，ACC=0.960 1

Dice=0.928 6 (INbreast)

Dice=0.963 4(CBIS-DDSM)

Dice=0.922 5（医院数据集）

文献 年份 任务 方法 数据来源 结果评估

306



计算机科学与探索

ww
w.c

eaj
.or
g

王一凡 等：深度学习在乳腺癌影像学检查中的应用进展

病变，文献[38]在工作中使用了特征金字塔，而对于

微钙化病变，文献[37]利用超分辨率网络，实现了优

于其他方法的性能。上述基于乳腺 X 线图像的算法

总结如表 4所示。

Ahmed等人[48]

Zhou等人[49]

Kavitha等人[50]

Malebary等人[52]

Samee等人[53]

Baccouche等人[57]

Cai等人[58]

Tiryaki[59]

2020

2022

2021

2021

2022

2022

2019

2023

肿块检测、分割、分类

乳房区域分割

肿块分割、分类

肿块分类

肿块分类

肿块分类

钙化检测、分类

肿块、钙化检测、分类

Mask RCNN、DeepLab

DeepLab v3+

OKMT-SGO、CapsNet、

BPNN

CNN、RNN-LSTM

CNN

ResNet堆叠集成

CNN+传统形态学特征

CNN

MIAS、CBIS-DDSM

Mini-MIAS、INbreast

Mini-MIAS、DDSM

MIAS、DDSM

INbreast

CBIS-DDSM、INbreast、

私人数据集

中山大学肿瘤防治中心、

南方医科大学南海附属医院

DDSM、CBIS-DDSM

AUC=0.98(Mask RCNN)

AUC=0.95(DeepLab)

ACC=0.989 8(Mini-MIAS)

ACC=0.991 2(INbreast)

ACC=0.985 0(Mini-MIAS)

ACC=0.975 5(DDSM)

AUC=0.94~0.98(MIAS)

AUC=0.94~0.97(DDSM)

ACC=0.985 0

ACC=0.992 0（良恶性分类）

ACC=0.990 0（BI-RADS分类）

ACC=0.900 2（形状分类）

ACC=0.893 2，AUC=0.939 8

AUC=0.940 4

文献 年份 任务 方法 数据来源 结果评估

注：“—”代表无数据；AUC（area under curve），受试者工作特征曲线下面积；ACC（accuracy），准确率；Dice，Dice系数；IoU（intersec-

tion over union），交并比。

表 3（续）

表 4 基于乳腺 X线图像的算法总结

Table 4 Summary of algorithms based on mammography

任务

病变

检测

病变

分割

病变

分类

文献

[31]

[32]

[33]

[36]

[37]

[38]

[45]

[46]

[47]

[48]

[50]

[52]

[53]

[57]

[58]

[59]

主要改进

调整区域提议网络中前景对象的交并集

阈值

图像模板匹配检测肿块的可疑区域，PSO

算法进行细化

使用单个域对检测的下游任务进行微调

引入自适应锚框计算、自适应图像缩放

使用 SRCNN模型的反卷积进行上采样

使用残差网络和特征金字塔网络处理深

层特征和多尺度信息

使用标准分类交叉熵损失函数

利用MLO和CC视图的组合训练模型

通过层之间的跳跃连接将两个 SegNet 架

构相连

使用CLAHE和形态学操作等预处理步骤

使用基于最优Kapur的多层阈值分割与壳

博弈优化算法

结合CNN和RNN-LSTM同时提取像素特

征和时间序列特征

使用基于单变量的范式加强非冗余关键

特征的选择

使用三个ResNet网络进行堆叠集成

传统形态学特征为CNN提供补充信息

通过迁移学习方法预训练模型并微调

效果

解决了类不平衡问题

解决图像中肿块的粗糙边界框问题，获得

了更高的交并比

减少域转移并提高了模型泛化性能

增强检测不同大小和尺度肿块的能力

提高了微钙化病变的可见度

实现了所有类型乳腺癌病变的检测

解决了类不平衡问题

实现了优于单一视图的分割性能

增强了模型的鲁棒性

移除肌肉区域，提升了分割性能

增加了每个区域的信息量

提升了低对比度图像分类性能

解决了特征维度诅咒和多重共线性问题

提升了良恶性、病变级别和肿块形状分类

性能

手工特征改善了CNN分类性能

减少了训练时间和数据需求

局限性

公开可用的像素级注释数据集

尺寸较小

难以匹配非圆形区域

未应用不同数据集以证明其泛

化性

模型非端到端训练

对非钙化病变的识别略差

难以发现较致密乳腺组织中的

恶性病灶

模型未使用任何数据增强

数据相对难以获取

模型运行时间较长

评价指标单一

评估图像数量较少

评估时未考虑数据集大小

灵敏度有待进一步提升

每个 epoch训练时间较长

评估图像中钙化样例较少

良性样例灵敏度有待提升
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3.2 基于乳腺超声检查技术

3.2.1 乳腺超声图像病变检测

使用超声图像检测乳腺病变是计算机辅助诊断

系统的重要一步。早期工作中，Yap等人 [60]使用三种

深度学习方法（基于 Patch的 LeNet、U-Net、迁移学习

FCN-AlexNet）进行乳腺超声病变检测，结果表明，深

度学习方法全方面优于传统检测方法。在最近的一

项工作中，Balaha等人[61]将CNN模型与遗传算法（ge-

netic algorithms，GA）相结合，GA 算法不断追踪给定

搜索域中的最优超参数。相比于随机局部搜索，GA

算法可以有方向地进行全局搜索，从而优化模型性

能并提高效率。

自动乳腺超声（automated breast ultrasound，ABUS）

技术能够在较短时间内获取多个乳腺超声图像，从

而提供更全面的乳腺检查。但散斑、阴影以及病变

回声的高变异性使得 ABUS 图像的肿瘤检测变得困

难并且容易出现假阳性。Zhang 等人 [62]在 YOLO 模

型中加入了 MC-Drop（Monte Carlo dropouts）技术，将

不确定性引入网络，从而提高检测结果的可靠性和

鲁棒性。该方法可以检测到具有后影的中等大小的

肿瘤，对于边界不清晰、对比度低的肿瘤，边界框精

度有待提升。由于ABUS数据集是三维图像，在进一

步的研究中，必须深入理解切片间的空间信息，以克

服这些难题。为此，Zhou等人[63]利用改进后的 Faster

R-CNN 检测并重构正交多视图切片，提取候选二维

图像，通过融合二维检测结果，得到最终的三维边界

框。但三个视图检测增加了时间成本。在他们未来

的工作中，可以尝试直接提取三维空间特征。Malek-

mohammadi 等人 [64]使用补丁 Bi-ConvLSTM 网络，该

轻量级模型逐个补丁地检查 ABUS 切片，从而以低

FP实现高灵敏度。简单结构有效防止了数据稀缺性

引起的过滤波。模型在识别可疑切片的同时，还能

推断出肿块的大致位置。

3.2.2 乳腺超声图像分割

与乳腺X线摄影相比，超声图像的数据集数量较

少，通常包含的图像也较少。因此，大多数提出的方

法都使用某种数据增强方法（例如旋转）来增加训练

数据的数量以提高模型性能。但应该注意如何增强

超声图像，因为某些增强可能会降低模型性能。例

如，Byra等人 [65]的研究表明，在纵向上执行图像旋转

或移动会对模型性能产生负面影响。生成对抗网络

（generative adversarial networks，GAN）也可用于合成

超声图像[66]，这些图像可以添加到原始训练图像中以

提高模型的准确性。Han 等人 [67]基于 GAN 进行改

进，通过密集提取多尺度特征增强了模型的稳定性

和鲁棒性，采用双注意力融合块，两个独立的空间注

意力路径分别提取原始图像的几何级和强度级信

息，从而扩大病变区域和背景之间的差异。为了实

现使用图像级标签进行乳腺肿瘤分割，Li等人[68]提出

了类激活映射和深层水平集（class activation map-

ping and deep level set，CAM-DLS）方法，结合 CAM

的区域关注信息与 DLS 的边界信息，从而更准确地

分割肿瘤。通过半监督语义分割技术将输入的超声

图像分解为四个乳房解剖结构（脂肪、乳腺、肌肉和

胸廓层），有效缩小了分割的搜索空间。

Almajalid 等人 [69]发现在某些情况下，U-Net不仅

检测到肿瘤区域，还检测到一些假阳性区域，例如阴

影。这些假阳性区域比真实肿瘤区域小，因此作者

通过只保留输出图像中最大的区域的后处理步骤去

除了噪声。在此基础上，Sannasi等人[70]基于 U-Net进

行了改进，并命名为 SKMAT-U-Net。该模型结合了

选择性内核（selective kernel，SK）和注意力机制来自

适应调整神经网络的感受野，有效地解决乳房肿块

大小不一的问题；作者在传统交叉熵损失函数的基

础上集成了四个注意力损失函数，该做法可以获得

更准确的网络损失值，从而进一步突出肿瘤靶点。

另一项工作中，Byra 等人 [71] 使用 U-Net 的改进版

Y-Nets 对乳房肿块进行联合分割和分类。该研究使

用包含更多关于组织物理特性的信息的射频超声

（radio-frequency，RF）数据。Y-Net 架构为 U-Net 配

备了一个额外的分类分支，利用来自 U-Net中心块的

特征，通过混合 1D 和 2D 卷积滤波器，从而有效地处

理 RF 数据的大矩阵。但 RF 数据难以获取是该工作

的主要问题。

Ragab 等人 [72]开发了名为 EDLCDS-BCDC（en-

semble deep-learning-enabled clinical decision support

system for breast cancer diagnosis and classification）的

自动检测模型。模型使用基于磷虾群算法（chemo-

taxis krill herd algorithm，CKHA）和 Kapur 熵技术结

合的 CKHA-KE算法进行图像分割，该方法可以结合

乳腺图像的特定特征，如纹理、颜色和形状，以帮助

确定肿块的位置和边界。模型在基准数据库 [73]中以

97.09%的最高准确率超过了所有其他相比较的方

法。EDLCDS-BCDC模型的总体流程如图 5所示。

3.2.3 乳腺超声图像分类

与乳腺X线检查类似，深度学习在乳腺超声检查
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的首次应用是将肿瘤分类为良性或恶性。Han等人[74]

使用 GoogLeNet 卷积神经网络进行肿瘤良恶性分

类。网络经 ImageNet 预训练后进行微调，最终取得

了 0.95的 AUC。Kaplan等人 [75]还实现了对超声图像

进行 BI-RADS等级分类。作者将新型金字塔三重深

度特征生成器（pyramid triple deep feature generator，

PTDFG）与 三 个 基 于 迁 移 学 习 的 预 训 练 网 络

（AlexNet、VGG16 和 VGG19）相结合，用于生成深度

特征；选择 1 000 个信息量最大的 PTDFG 生成的特

征，并将其传送到 SVM 进行分类。该研究的局限性

在于样本量相对较小，尤其是对于 BI-RADS 等级的

多分类工作。

超声弹性成像（elastography ultrasound，EUS）可

以提供肿瘤的血管分布和组织硬度信息。与超声图

像相比，它具有更高的特异性，使其更有助于区分良

恶性肿瘤。Ding 等人 [76]在模型中引入 EUS 数据，并

基于 ResNet 网络进行改进，使用卷积层和全局平均

池化（global average pooling，GAP）取代全连接层，开

发了一个双通道网络。双通道通过多尺度不一致性

损失相互学习，减少了 B 型超声和 EUS 模式之间的

不一致性。该策略有助于在训练过程中对两个通道

进行优化，帮助两通道获得更多判别性知识，为后续

分类提供依据。Jabeen 等人 [77]采用深度学习和最佳

选择特征融合的框架，从 DarkNet-53 模型的全局平

均池化层中提取特征，利用改进的差分评价（re-

formed differential evaluation，RDE）和改进的灰狼

（reformed gray wolf，RGW）两种优化算法选择最相

关和最有信息量的特征子集，该方法在改善模型的

性能的同时还减少了维度。为了进一步提升分类性

能，Raza 等人 [78]提出了一种比传统 CNN 更复杂的新

架构，使用了跨通道归一化层和批量归一化层，跨通

道归一化层增强了泛化并降低了错误率；批量归一

化减少了内部协变量偏移，从而加快了模型训练速

度。Inception 模块提供了包括 1×1、3×3 和 5×5 的多

种卷积核，以提取各种尺度的特征。改进的架构最

高达到了 99.35%的准确率。

3.2.4 乳腺超声图像算法分析总结

综合前述讨论可知，在乳腺超声图像处理领域，

深度学习技术已经取得了显著的进展，并在乳腺超

声图像的目标检测、分割与分类等任务中发挥了关

键作用。上述基于超声图像的算法及性能的比较如

表 5 所示。文献 [71,76]等研究通过结合 RF、EUS 等

医学超声成像技术获取了更多层面的信息，在不同

的临床场景中展现了独特的价值。但深度学习在乳

腺超声图像应用中最大的问题在于缺乏大型的、适

当标记的公共数据集。文献[67-68]等研究采用了无

需图像标注的弱监督方法。对于临床应用，弱监督

深度学习算法允许使用未标注的整个图像或弱监督

的标签信息，从而减少了对大量标记数据的依赖。

由于这类算法可以避免标记病变的额外任务，使得

工作流程效率优于完全监督算法，但目前弱监督学

习算法的性能仍有较大的进步空间。上述基于乳腺

超声图像的算法总结如表 6所示。

3.3 基于乳腺 MRI检查技术

3.3.1 乳腺 MRI图像病变检测

目前，深度学习在乳腺 MRI的病变分割、检测及

病灶预测等方面均得到应用。然而，MRI与X线图像

或超声图像之间的最大区别在于 MRI 是 3D 扫描。

图 5 EDLCDS-BCDC 模型总体流程

Fig.5 Overall process of EDLCDS-BCDC
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表 5 基于超声图像的算法比较

Table 5 Comparison of algorithms based on ultrasound images

文献

Balaha等人[61]

Zhang等人[62]

Zhou等人[63]

Malekmohammadi等人[64]

Han等人[67]

Li等人[68]

Almajalid等人[69]

Sannasi等人[70]

Byra等人[71]

Ragab等人[72]

Kaplan等人[75]

Ding等人[76]

Jabeen等人[77]

Raza等人[78]

年份

2022

2021

2021

2023

2020

2022

2018

2022

2018

2022

2022

2022

2022

2023

任务

病变检测、分类

肿块检测

肿块检测

肿块检测

肿块分割

肿块分割、分类

肿块分割

病变分割

肿块分割、分类

肿瘤分割、分类

BI-RADS分类

肿块分类

肿块分类

肿块检测、分类

方法

CNN+GA

贝叶斯+YOLO

Faster R-CNN

Bi-LSTM

GAN

DeepLab3+

U-Net

SKMAT-U-Net

Y-Net

CKHA-KE、CSO-MLP

CNN+PTDFG、SVM

ResNet-GAP

DarkNet

CNN

数据来源

BUSI数据集

北京大学人民医院

北京大学人民医院

瑞典法伦医院、拉德堡德大学医

学中心、朱尔斯·博代研究所、齐

肯豪斯研究中心

四川大学华西医院

中国人民解放军总医院

哈尔滨医科大学第二附属医院

—

—

Baheya医院

Adiyaman训练研究医院

南京鼓楼医院

BUSI数据集

BUSI数据集

结果评估

ACC=0.916 2

SEN=0.88

SEN=0.950 6

ACC=0.93

AUC=0.97

Dice=0.871 2

Dice=0.773

ACC=0.948

Dice=0.825

Dice=0.929

Dice=0.64

AUC=0.87

ACC=0.970 9

ACC=0.792 9（八分类）

ACC=0.804 2（五分类）

ACC=0.886 7（良恶性分类）

ACC=0.886，AUC=0.936

ACC=0.991

ACC=0.993 5

注：“—”代表无数据；SEN（sensitivity），灵敏度。

表 6 基于超声图像的算法总结

Table 6 Summary of algorithms based on ultrasound images

任务

病变

检测

病变

分割

病变

分类

文献

[61]

[62]

[63]

[64]

[67]

[68]

[69]

[70]

[71]

[72]

[75]

[76]

[77]

[78]

主要改进

遗传算法优化CNN模型的超参数

应用MC-Drop引入不确定性

多视图位置分析方案融合 Faster R-CNN

提取的 2D切片

卷积层之间添加双向ConvLSTM模块

使用两个独立的空间注意力路径

使用类激活映射和深层水平集方法

使用仅保留输出图像中最大的区域的后处理

利用选择性内核和注意力机制来调整网

络的感受野

使用RF数据训练网络

将混沌磷虾群算法与Kapur熵结合进行分割

将新型金字塔三重深度特征生成器与

预训练网络相结合

开发双通道ResNet-GAP网络分别用于

EUS和B型超声

使用改进的差分评价和改进RGW两种

优化算法选择最佳特征

使用跨通道归一化层和批量归一化层

效果

避免了各种随机尝试优化方案

减少了假阳性区域，提高了肿瘤区域

检测率

2D检测结果融合生成了 3D边界框

结合了切片的时间相关性

有效扩大了病灶区域与背景的差异

弱监督学习场景中实现了较高的分

割性能

去除了分割结果中的假阳性区域

有效解决了乳房肿块大小不一问题

分割性能优于单一标准超声

增加了每个区域的信息量

优化了深度特征的提取，提升了

BI-RADS类别分类性能

整合刚度信息，提升了分类精度

改善了模型的性能，减少了维度

增强了模型泛化能力，减少了内部协

变量偏移

局限性

未使用不同数据集进行验证

未整合切片间空间信息

相比于 2D方案运行时间较长

灵敏度有待进一步提升

分割精度有待进一步提升

模型非端到端训练

未应用不同数据集以证明其泛化性

运行内存占用较高

RF射频数据难以获取

未应用不同数据集以证明其泛化性

训练数据量相对较小

EUS数据难以获取

评估图像数量有限

公开可用数据集图像数量有限
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此外，动态对比增强磁共振成像（dynamic contrast en-

hanced magnetic resonance imaging，DCE-MRI）随着

时间的推移捕获 MRI 序列，将维度增加到了四维。

这使得 MRI 图像对深度学习算法更具挑战性，因为

当前的大多数深度学习算法都是为 2D 图像构建的。

解决这一挑战的一种方法是将 3D图像转换为 2D，例

如将 3D MRI 分成 2D 切片 [79-80]或使用最大密度投影

（maximum intensity projection，MIP）构建 2D 表示 [81]。

Adachi 等人 [82]使用 RetinaNet 网络来检测 DCE-MRI

中的MIP病变，RetinaNet采用了 Focal loss损失函数，

这允许对困难的样本进行更多的关注。系统在DCE-

MRI 的 MIP 病变检测和诊断方面表现出了高性能。

类似的研究中，Ayatollahi等人 [83]使用基于改进的 3D

RetinaNet模型对超快 T1加权序列进行运动补偿、时

间归一化和裁剪。模型利用难以检测的病变进行训

练改善了检测性能，从而检测到相对较小的病变以

及乳腺内部混淆结构难以区分的病变。RetinaNet模

型作为单级检测器，可同时提供合理的精度和速度，

使用更少的GPU内存。

Zhang等人[84]使用Mask R-CNN搜索整个MRI数

据集检测异常病变，但许多增强区域被检测为假阳

性，为此，作者将检测到的可疑病变边界框作为

ResNet50模型的输入，计算恶性概率，从而消除了约

80%的假阳性。但对于非肿块性病变的检测，该模型

有待进一步改进。

3.3.2 乳腺 MRI图像分割

与其他分割问题类似，基于 DCE-MRI的乳腺肿

瘤分割的常见挑战包括类不平衡问题图像中的背景

混淆问题。为此，Zhang等人 [85]提出了一个掩膜指导

分层学习框架。全卷积网络（fully convolutional net-

work，FCN）模型生成 3D 乳腺掩膜作为每个图像的

RoI，以去除输入 DCE-MRI 图像中的混淆信息。其

次，作者设计了两个级联的 FCN 模型对乳腺肿瘤进

行从粗到细的分割。HML（mask-guided hierarchical

learning）框架总体流程如图 6所示。

为了克服单模式图像检测的局限性，Lu 等人 [86]

模拟临床医生的实际诊断过程，使用乳房 MRI 四种

成像模式（T1加权、T2加权、扩散加权和 eTHRIVE序

列）以及 DCE-MRI 参数对 U-Net 模型进行训练；此

外，他们还使用子像素方法对上采样进行改进，这种

方法有利于获得更高的图像分辨率。Yue 等人 [87]在

U-Net 模型中整合残差模块，提出了一种 Res-U-Net

模型。Res-U-Net能够有效克服网络层加深导致的参

数过多和梯度分散 [88]，模型可在大约 10~15 s 的时间

内实现自动分割。Carvalho 等人 [89]比较了 U-Net 和

SegNet 两种架构在 DCE-MRI 切片中的肿瘤分割能

力。图像被转换为 2D切片以进行数据增强。两种架

构均能够很好地区分图像中的病变组织和健康组

织，且SegNet架构表现更佳。但由于这项研究仅使用

2D切片而不是 3D检查作为输入，这会忽略肿瘤切片

之间的相关性。另一项工作中，Bouchebbah等人[90]提

出了一种 3D 自动水平传播方法（3D automatic levels

propagation approach，3D-ALPA），可实现多平面和多

肿瘤分割。首先通过2D自动级别传播方法（2D-ALPA）

图 6 掩膜指导分层学习框架总体流程

Fig.6 Overall process of mask-guided hierarchical learning framework
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逐个切片分割 3D MRI图像中的肿瘤，再组合切片的

分割以呈现肿瘤的 3D轮廓。该方法能够生成精确的

阈值来处理增强肿瘤的内部异质性以及非增强肿瘤

与其周围组织的重叠强度，从而兼顾了分割的准确

性和运行时间。

3.3.3 乳腺 MRI图像分类

针对没有像素级注释的乳腺MRI图像，Liu等人[91]

提出了一种基于 ResNet-101 架构的弱监督学习方

法，网络对 MRI图像的整个切片进行评估，而不是仅

仅评估包含乳腺肿瘤或离散良性病变的 RoI。这种

方法模拟了现实生活中的临床实践，实现了良好的

分类性能。Jing 等人 [92]使用 3D U-Net生成乳房区域

的掩膜，生成的 MIP 图像用于训练模型。但该模型

使用单一机构的高风险人群数据集开发，这影响了

该研究的普遍性。

为了实现病变BI-RADS级别分类，Verburg等人[93]

进行了图像裁剪、配准和创建 MIP图像等工作，使用

三个 MIP 方向（横向、矢状和冠状）在 CNN 模型中获

得了最佳性能。但该研究还应在来自更多医院的不

同质量的连续数据集中进行测试，进一步验证研究

在临床实践中的稳健性和可用性。

将乳腺癌病例进行分子亚型分类可以更好地了

解肿瘤的生物学特征。乳房 MRI图像包含丰富的信

息，使用诊断时获取的图像对肿瘤进行彻底评估，可

用于区分分子亚型。Zhu 等人 [94]最早利用三种不同

的CNN模型对 DCE-MRI扫描的 Luminal A和其他亚

型进行了分类，但效果并不尽如人意。在最近的一

项研究中，Zhang 等人 [95]使用卷积长短期记忆网络

（convolutional long short-term memory，CLSTM）将乳

腺癌分为三种亚型：HR +/HER2-、HER2 +和 TN。

CLSTM 循环网络考虑了 DCE序列中的时间信息，可

以跟踪 DCE 采集过程中信号强度的变化。与传统

CNN相比，该方法取得了更高的精度。

背景实质增强（background parenchymal enhance-

ment，BPE）是指静脉注射造影剂后正常乳腺组织的

生理性增强 [96-97]，取决于组织血管和血管通透性。为

实现 BPE 自动分类，Borkowski等人 [98]训练了一个深

度卷积神经网络（deep convolutional neural network，

DCNN），使用 VGG16网络的卷积部分作为乳腺 MRI

的特征提取器，模型在四分类（轻微、轻度、中度或明

显）任务中表现良好。在此基础上，Eskreis-Winkler

等人 [99]使用 K - means 聚类对乳房进行分割，提取中

心切片。轴向切片被合并为三个MIP（分别从上、中、

下乳房产生的三个轴向减法MIP）并作为输入训练模

型，结果优于使用单一标准轴向减法 MIP 训练的模

型。这证明了将更细粒度的临床相关数据纳入模型

开发的重要性。

3.3.4 乳腺 MRI图像算法分析总结

相比于其他成像方式，深度学习结合 MRI 的应

用更具多样性，如文献[95,99]等研究了 BPE 评估、分

子和组织病理学类型的识别等工作。但当前研究主

要还是集中在病灶发现和良恶性分类方面，对于预

测乳腺癌的分子分型和淋巴结转移等方面的研究还

相对有限。乳腺 MRI图像具有复杂的空间和纹理信

息，深度学习可以用于学习更有效的特征表示，以减

轻人工特征设计的负担，但也要有效利用切片间的

空间信息，如文献[95]证明了结合图像序列的上下文

信息来获取更丰富的低层和高层语义特征可以提高

检测、分类和分割任务的性能。上述基于 MRI 图像

的算法及性能的比较如表 7所示。针对 U-Net模型，

研究人员进行了大量改进工作。这些改进包括改进

输入数据形式和数据流向，如将二维图像转化为三

维图像、增加跳跃连接路径等；改进损失函数，如基

于 Dice损失函数的改进等；以及改进网络结构，如引

入残差模块、特征融合和空洞卷积层等。上述基于

乳腺 MRI图像的算法总结如表 8 所示。对于临床应

用，相信基于乳腺 MRI 的深度学习模型会在乳腺癌

的早期检测或预测女性未来患乳腺癌的风险方面取

得突破。

3.4 基于 PET/CT检查技术
迄今为止，已经有很多研究涉及基于 PET/CT 的

乳腺癌成像。在检测和评估乳腺癌的过程中，增加

使用成像生物标志物可以获得更多具有临床效用的

信息，如 18F-氟代脱氧葡萄糖（18F-FDG）的代谢参数

可以为预后带来有益效果。然而，深度学习在乳腺

癌的 PET/CT中的用途尚未得到充分研究。基于 PET

的成像不适合早期乳腺癌，PET/CT 在乳腺癌中的使

用通常是作为其他成像技术（如乳腺X线摄影、超声、

MRI）的补充，以提供更全面的评估。

18F-FDG-PET/CT 可用于多种恶性肿瘤的准确

分期和治疗反应评估 [100-101]。然而，很少有研究使用

深度学习方法检测 18F-FDG-PET/CT 上的乳腺癌原

发性病变。Takahashi 等人 [102]使用 18F-FDG-PET 的

MIP 图像训练了两个基于 Xception 制作的模型。对

于每位患者获得了四个不同角度（0°，30°，60°，90°）

的 PET MIP图像，一个模型只用 0°的 MIP进行训练，
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另一个使用四个不同的度数。结果显示，四角度模

型的 AUC为 0.936，该研究达到了放射科医生相同的

诊断性能，证明了深度学习模型可以有效实现乳腺

癌 PET/CT图像的分类。

表 7 基于 MRI图像的算法比较

Table 7 Comparison of algorithms based on MRI images

文献

Adachi等人[82]

Ayatollahi等人[83]

Zhang等人[84]

Zhang等人[85]

Lu等人[86]

Yue等人[87]

Carvalho等人[89]

Bouchebbah等人[90]

Liu等人[91]

Jing等人[92]

Verburg等人[93]

Zhang等人[95]

Borkowski等人[98]

Eskreis-Winkle等人[99]

年份

2020

2021

2023

2018

2019

2022

2021

2021

2022

2022

2022

2021

2020

2022

任务

病变检测

病变检测

肿块检测、分类

肿瘤分割

肿瘤检测、分割、

分类

肿瘤分割

肿瘤分割

肿瘤分割

肿块分类

肿块分割、分类

BI-RADS分类

分子亚型分类

BPE评估

BPE评估

方法

RetinaNet

3D RetinaNet

Mask R-CNN

ResNet50

FCN

CNN、U-Net

Res-U-Net

SegNet、U-Net

3D-ALPA

ResNet-101

U-NET、ResNet-34

CNN

CNN、CLSTM

CNN

CNN

数据来源

东京医科和牙科大学医院

荷兰奈梅亨内梅亨大学医学中心放

射科

温州医科大学第一附属医院

私立数据集

天津市中心妇产医院放射科

中国厦门大学第一附属医院

DCE-MRI

RIDER数据集

哥 伦 比 亚 大 学 医 学 中 心 放 射 科、

ISPY TRIAL MRI数据集

格罗宁根大学医学中心

—

—

—

美国纽约纪念斯隆凯特琳癌症中心

结果评估

AUC=0.925

SEN=0.94

SEN=0.92

Dice=0.72

ACC=0.942，Dice=0.865

Dice=0.89

Dice=0.976，IOU=0.953

AUC=0.87

AUC=0.92，ACC=0.942

AUC=0.81

AUC=0.83

ACC=0.79(CNN)

ACC=0.91(CLSTM)

ACC=0.75

ACC=0.84

注：“—”代表无数据。

表 8 基于 MRI图像的算法总结

Table 8 Summary of algorithms based on MRI images

任务

病变

检测

病变

分割

病变

分类

文献

[82]

[83]

[84]

[85]

[86]

[87]

[89]

[90]

[92]

[93]

[95]

[98]

[99]

主要改进

单级检测器检测DCE-MRI的MIP

同时使用三维空间信息和时间信息

使用ResNet50估计Mask R-CNN检测

到的异常病变的恶性概率

FCN模型生成 3D乳房掩膜，两个级联

的 FCN模型检测肿瘤区域

采用子像素方法对U-Net上采样细化

在U-Net中集成残差模块

使用侵蚀和扩张处理肿瘤区域

2D-ALPA进行切片分割后重组生成 3D分割

使用 3D U-Net生成乳房区域的掩膜用于训练

利用多中心筛查数据进行八重内部-外部验证

使用CLSTM网络来逐组处理DCE-MRI图像

2D CNN分层检测MRI切片的乳腺组织

并进行BPE分类

分别从上、中、下乳房生成的三个轴向

减法MIP作为模型输入

效果

精度较高，运行时间短

能够检测相对较小的乳腺病变

消除了约 80%检测到的误报

有效消除了DCE-MRI中的

混杂信息

获得更好的图像分辨率

克服了参数过多和梯度弥散问题

有效去除了分割结果中的假阳性

提供了分割肿瘤的多视图表示

实现了仅以TWIST序列作为输

入进行训练

提高了BI-RADS级别分类准确率

获取了DCE-MRI中包含的时间

特征

可以高精度进行BPE自动分类

分类性能优于基于标准轴向

减法MIP的模型

局限性

无法检测到浸润性导管癌

训练中未涉及正常病例

非肿块性病变检测精度有待进

一步改进

分割精度有待进一步提升

未使用外部数据集验证

分割精度有待进一步提升

没有关注切片之间的相关性

未使用外部数据集验证

未应用不同数据集以证明其泛

化性

内部外部验证中，可用样本量

各不相同

未应用不同数据集以证明其泛

化性

研究数量有限

未应用不同数据集以证明其泛

化性
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此外，PET/CT 可用于量化全身代谢肿瘤体积

（metabolic tumor volume，MTV），以减少获得 MTV

的人工成本。例如，Weber等人[103]使用淋巴瘤和肺癌

患者 MTV 训练的模型来检测乳腺癌患者 PET/CT 扫

描中的病变，使用在淋巴瘤和肺癌 18F-FDG PET/CT

数据上训练的神经网络的 PET辅助报告系统（PARS）

原型，检测病理病灶并确定其解剖位置。他们的算

法可以检测出 92%的可测量病变。

作为转移性乳腺癌病变分割和表征的第一步，

骨病变的检测和分割至关重要。Moreau等人[104]训练

了两个 U-Net模型，第一个模型仅使用专家骨病变注

释进行训练，而第二个模型在训练阶段使用骨掩膜

来强制网络聚焦于感兴趣的位置。两种骨病变分割

方法的结果表明，在训练过程中考虑骨骼信息可以

提高病变检测的精度以及分割病变的Dice分数。

综上所述，与之前讨论的四种成像方式相比，

PET/CT 并不适合进行早期乳腺癌评估。然而，将深

度学习与 PET/CT技术相结合，可以改进其他乳腺癌

成像技术中实现的任务。作为标准诊断成像的辅助

手段，它在识别区域性结节疾病和远处转移方面增

加了价值。

4 总结与展望
在医学图像分析领域，基于深度学习的技术经

过快速发展，结合大型数据集和可用的计算资源，为

改善乳腺癌的检测、诊断、预后与治疗提供了可能。

尽管深度学习方法在乳腺癌诊断方面表现出色，但

在深度学习算法结合临床实践发挥其潜力之前，它

们仍然面临着诸多挑战：

（1）高质量乳腺癌数据集的稀缺，是提升算法性

能的主要瓶颈。使用小样本数据集导致算法的泛化

能力较差，难以在实际临床中得到广泛应用。且目

前大多数研究集中在肿块和微钙化检测上，腺体结

构扭曲和不对称型的可用样本数据有限且缺乏标准

化。（2）乳腺癌数据集通常存在类不平衡问题，这导

致模型对于罕见恶性样本的预测效果较差。为确保

模型在乳腺癌各种病变情况下都能准确预测，解决

类不平衡问题至关重要。（3）另一个问题在于模型的

泛化能力。在乳腺癌影像分析中，深度学习模型需

要能够泛化到不同患者、设备和场景，而大多数提出

的方法仅适用于具有特定成像特征的数据集。（4）由

于深度学习算法的“黑盒”性质，所提取的特征和背

后的决策逻辑难以清晰解释。这使得放射科医生难

以理解算法决策的物理意义以及图像的哪些部分具

有高度区分性。在医学领域，特别是涉及诊断和治

疗决策的情况下，模型的可解释性至关重要。（5）目

前应用于乳腺癌诊断的多模态学习方法大多数只涉

及一种类型的成像数据（如乳腺 X 线检查的多视图、

B 型超声和彩色多普勒、不同序列的 MRI）。不同的

成像技术对乳腺癌患者的状况提供了不同的信息

（如超声中详细的恶性病变特征：低回声、角边缘、后

阴影和内部血管分布），而目前的研究尚未充分利用。

针对以上问题，未来深度学习在乳腺癌筛查与

诊断中应用的发展可侧重于以下方向：

（1）为了克服乳腺癌图像数据集的不足，许多工

作将使用非乳房甚至非医学图像预训练的模型进行

迁移，探索新的数据增强方法也会为乳腺癌诊断带

来新的突破。此外，通过组合来自多个医疗保健中

心的数据，实现合作与数据共享同样是未来的趋

势。（2）针对乳腺癌恶性样本较少导致的类不平衡问

题，目前常见的解决方法有欠采样、过采样、生成对

抗网络等。尝试开发新的评估指标、新的不均匀采

样策略及合理利用元学习也有助于更好地关注恶性

病变。类不平衡问题的自动检测与纠正也是未来发

展方向之一，这可能包括自动选择适当的重采样技

术、自动设置阈值等。（3）充分利用注意力机制可以

提高深度学习方法的精度。注意力机制不仅显示了

架构的内部运作，还可以突出有助于解释结果的基

本信息（例如钙化、针状边缘）。通过学习影像特征、

数据融合和风险预测，它有望辅助医生更准确地检

测病变、预测患病风险以及优化治疗策略。（4）梯度

加权类激活映射（Grad-CAM）等可视化的深度学习

工作在一定程度上解决了深度学习模型可解释性差

的问题。另一个方向是使用自然语言处理（natural

language processing, NLP）技术为给定结果生成文本

来解释模型的决策，例如医学成像报告的自动创

建 [105]。此外，未来可以尝试开发将推理过程嵌入深

度学习模型的先验算法，例如基于原型的模型解释，

目前这类模型还未大量开发。（5）未来的多模态研究

应充分利用临床过程中不同模式所提供的多方面丰

富信息，如乳腺 X 线检查比超声对钙化更敏感，MRI

提供了更详细的空间信息等。此外，结合年龄、家族

史和遗传学等非影像学特征，可以更加全面地评估

患者的乳腺癌风险。目前多模态乳腺癌论文呈增加

趋势，这一研究方向在将来还有待进一步探索。
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5 结束语
深度学习在帮助研究人员从使用乳腺X线摄影、

超声和 MRI等成像模式获得的原始医学图像中进行

分割、特征提取、分类与检测方面取得了重大进展。

本研究全面详细地介绍了最近的深度学习方法在不

同模态乳腺癌图像中的应用（如分类和分割）。由于

更大的数据集规模和更多的验证研究，乳腺X线摄影

研究得到进一步发展。相反，MRI和 PET/CT数据集

中包含的患者较少，但与乳腺 X 线摄影和超声相比，

MRI 和 PET/CT 结合深度学习在研究方向上展现出

更强的多样性，这主要是由于它们更侧重于预测治

疗反应和结果。综上所述，尽管基于深度学习的乳

腺癌诊断方法已具有较高的准确率，但仍存在进一

步发展的潜力。期待随着医学影像 AI的飞速发展、

高质量和标准化数据的不断获取、新技术的出现及

研究水平的不断提升，深度学习能够真正辅助放射

科医生为乳腺癌患者的临床治疗制定个体化方案。
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