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Resumo

Esse trabalho apresenta a modelagem do volume mensal de transações da criptmoeda Ethereum por meio da me-
todologia de Box-Jenkins, envolvendo as etapas: análise exploratória, identificação, estimação e validação, algumas
das quais executadas com a utilização de diferentes técnicas. O modelo encontrado pela modelagem SARIMA (Mo-
delo autoregressivo integrado de médias móveis sazonal) conseguiu descrever o comportamento linear dos dados de
forma satisfatória, mas não foi suficiente para descrever o comportamento da série, composta por movimento linear
e não linear, sendo melhor representada por um modelo híbrido.

Palavras-chave
Série Temporal ∙ Ethereum ∙ SARIMA

Abstract

This work presents themodeling of themonthly volume of transactions of the Ethereum cryptocurrency through the
Box-Jenkinsmethodology, involving the steps: exploratory analysis, identification, guarantee and validation, some of
which performed using different techniques. The model found by the SARIMAmodeling (Integrated autoregressive
model of seasonal moving averages) was able to demonstrate the linear behavior of the data in a satisfactory way, but
it was not enough to describe the behavior of the series, composed of linear and non-linear movement, being better
represented by a hybrid model.
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1 Introdução
As criptomoedas, surgidas em 2009, sãomoedas virtuais que podem ser utilizadas em negociações e comercializadas
entre usuários em sites de trocas. Como não estão vinculadas a nenhum país, precisam ser registradas e validadas
individualmente em blockchains. Porém, são afetadas pelo mercado de ações, pois tem efeito direto sobre o com-
portamento dos investidores e, por consequência, na dinâmica dos preços. Pode-se considerar que as variações dos
preços das ações, que estão sob a lei da oferta e procura, dependem das atitudes dos próprios investidores [1].

Dentro deste contexto, torna-se bastante pertinente conhecer o comportamento dos preços dos ativos financei-
ros, bem como a sua participação no mercado analisada em termos de volume comercializado, identificando o me-
canismo gerador de seus dados por meio de sua modelagem, o que possibilita a previsão de valores futuros. Isto é
extremamente importante para operadores do mercado de ações. Analisar o volume de transações mensais de ati-
vos financeiros e realizar previsões para tentar identificar momentos de maior demanda é importante porque o alto
valor no volume de transações em um mês significa alta demanda e influencia os valores da moeda[1]. O mercado
se baseia na obtenção de lucro, razão pela qual os investidores têm interesse em prever as flutuações eventuais do
preço das ações.

Existem várias técnicas de análise de séries temporais, entre as quais as técnicas econométricas e as estatísticas,
que podem ser utilizadas para descrever dados passados. Estes dados podem apresentar comportamento linear,
comportamento não linear ou ambos. Entre os modelos que identificam comportamentos lineares obtidos por meio
de técnicas estatísticas, têm sido bastante utilizados aqueles oriundos da Metodologia de Box-Jenkins: os modelos
autoregressivos integrados de médias moveis (ARIMA) e sua extensão na presença de sazonalidade, os modelos
autoregressivos integrados de médias moveis sazonal (SARIMA).

De acordo com [2], uma característica marcante das séries financeiras é que elas, em geral, são não serialmente
correlacionadas, mas dependentes. Esta propriedade faz com que modelos não lineares consigam descrever melhor
o seu comportamento do que os lineares. Entretanto, quando houver algum tipo de autocorrelação, modelos híbridos
são especialmente indicados. Usa-se ummodelo linear para remover a autocorrelação antes da aplicação do modelo
não linear.

Muitos estudos já desenvolvidos evidenciam a superioridade da acurácia das previsões obtidas com modelos
híbridos, independentemente das técnicas ou métodos utilizados na hibridização, tais como em [3],[4] e [5], entre
outros.

Este trabalho é a primeira etapa de um estudo que avalia o comportamento das transações da criptomoeda Ethe-
reum,mais específicamente, o comportamento linear do seu volume de transaçõesmensais pormeio dametodologia
de Box-Jenkins.

2 Materiais e Métodos
Omodelo autorregressivo integrado e demédiasmóveis (ARIMA), que pode, segundo [2], apresentar ou não sazona-
lidade (SARIMA), pode ser analisado por umametodologia bastante comum na utilização de modelos paramétricos,
conhecida como abordagem de Box-Jenkins [6].

Este modelo considera dois tipos de componentes: os termos autoregressivos (AR) e os termos de médias móveis
(MA), sendo identificado como ARMA (p, q). Neste caso, p representa a quantidade de termos autoregressivos e q
representa a quantidade de termos de médias móveis em um modelo ARMA(p, q), podendo ser representado pela
Eq. (1):

𝑋𝑡 − 𝜇 = 𝜙1(𝑋𝑡−1 − 𝜇) + ... + 𝜙𝑝(𝑋𝑡−𝑝 − 𝜇) + 𝜖𝑡 − 𝜃1𝜖𝑡−1 − ... − 𝜃𝑞𝜖𝑡−𝑞, (1)

onde: 𝑋𝑡 é t-ésimo valor observado (t = 1,2,...,T), T é a quantidade de observações, 𝜇 é a média do processo, i é a
defasagem do processo autorregressivo (i = 1,2,...,p), j é a defasagem do processo de médias moveis (j = 1,2,...,q), 𝜙𝑖
é o coeficiente associado ao i-ésimo termo autorregressivos e 𝜃𝑡 é o coeficiente associado ao j-ésimo termo de médias
moveis e 𝜖𝑡 ∼ RB (0,𝜎2) é o t-ésimo erro.

Essa função pode ser reescrita conforme Eq.(2):

𝜙(𝐵)�̃�𝑡 = 𝜃(𝐵)𝜖𝑡, (2)

onde: �̃�𝑡 = 𝑋𝑡−𝜇, 𝜙𝑝(.) e 𝜃𝑞(.) são polinômios de p e q, respectivamente, e B (𝐵𝑘𝑋𝑡 = 𝑋𝑡−𝑘) é o operador defasagem.
Quando 𝜇 = 0, o modelo pode ser escrito conforme Eq.(3):

𝑋𝑡 = 𝜃0 + 𝜙1𝑋𝑡−1 + ... + 𝜙𝑝𝑋𝑡−𝑝 + 𝜖𝑡 − 𝜃1𝜖𝑡−1 − ... − 𝜃𝑞𝜖𝑡−1, (3)

onde 𝜃0 = 𝜇(1 − 𝜙1 − ... − 𝜙𝑝).
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Quando a série não for estacionária, é possível transformá-la por meio de diferenciações para adquirir esta pro-
priedade. Se considerarmos d como a quantidade de diferenciações necessárias, teremos que um processo {𝑋𝑡, 𝑡 ∈ 𝑍}
seguindo um modelo ARIMA(p, d, q) se ∆𝑑𝑋𝑡 seguir um modelo ARMA(p, q), ou seja:

𝜙(𝐵)∆𝑑𝑋𝑡 = 𝜃(𝐵)𝜖𝑡. (4)

Quando a série apresenta sazonalidade é necessário ajustar a série original a um modelo ARIMA sazonal (SA-
RIMA), que contém uma parte não sazonal com parâmetros (p, d, q) e uma parte sazonal com parâmetros (P, D, Q),
conforme Eq. (5) [7]:

𝜙𝑝(𝐵)𝜙𝑃(𝐵𝑠)∆𝑑∆𝐷𝑠 𝑋𝑡 = 𝜃𝑞(𝐵)𝜃𝑄(𝐵𝑠)𝜖𝑡, (5)

sendo: 𝜙𝑝(𝐵) é o operador autoregressivo de ordem p da parte não sazonal; 𝜙𝑃(𝐵𝑠) é operador autoregressivo P da
parte sazonal; ∆ é o operador da diferença; d é o número de diferenciação usados na parte não sazonal; D´é o número
de diferenciações usadas pela parte sazonal; 𝑋𝑡 é o t-ésimo valor observado; 𝜙𝑞(𝐵) é o operador de médias moveis de
ordem q da parte não sazonal; 𝜙𝑄(𝐵𝑠) é o operador de médias moveis de ordem p da parte sazonal e s é o número de
períodos da parte sazonal.

O modelo SARIMA tem sido utilizados em diversos estudos, com aplicações em diferentes áreas do conheci-
mento, obtendo bons resultados. Namodelagem da demanda de energia elétrica de Santa Catarina obteve umMAPE
de 3,07% [8], enquanto namodelagem da demandamensal de energia elétrica residencial no Rio grande do Sul, para
cenários com pandemia e sem pandemia, obteve resultados do MAPE de, respectivamente, 2,391% e 4,323% [9]. Na
modelagem do índice econômico utilizado na indústria de construção obteve um MAPE de 2,419%[10], enquanto o
modelo encontrado para prever casos de COVID-19 nos EUA também foi considerado satisfatório [11].

Os dados analisados, obtidos em [12], se referem ao volume mensal negociado em dólares da criptomoeda Ethe-
reum, no período de agosto de 2015 a abril de 2022, utilizada a transformação logarítmica para diminuir a varia-
bilidade. Inicialmente foi feita uma análise exploratória dos dados com utilização de algumas técnicas gráficas e
analíticas.

Na análise subsequente, com a identificação da presença de sazonalidade, a série foi dividida emperíodo de ajuste
ou de treinamento, de agosto de 2015 até abril de 2021, e período de validação ou de teste, de maio de 2021 até abril
de 2022. Porém, uma análise visual no período de ajuste sugeriu a presença de uma quebra estrutural no início da
série, sendo utilizado o teste de Chow [13] para averiguação. A comprovação da presença desta quebra eliminou os
dois primeiros anos do período de ajuste.

No novo intervalo associado ao período de ajuste foi avaliada a estacionariedade da parte não sazonal por meio
dos testes Dickey-Fuller Aumentado (ADF)[14] e KPSS [15], e da parte sazonal pelos testes HEGY [16] e OSCB [17].

Embora tenham sido construídos os gráficos da função de autocorrelação e da função de autocorrelação parcial,
para parte não sazonal e para a parte sazonal, normalmente utilizados para estimar os valores de p, q, P e Q, neste
estudo foram avaliadas todas as combinações possíveis desses parâmetros entre zero e quatro, totalizando 625 mo-
delos SARIMA. Foi utilizado o Critério de informação de Bayesiano (BIC) [18] para identificar, entre estes, os dez
modelos mais parcimoniosos, que formaram o conjunto de modelos candidatos.

Além disso, foi realizada uma análise dos resíduos para verificar as suposições do modelo teórico utilizado: in-
dependência verificada pelo teste Ljung-Box [6], normalidade verificada pelo teste Jarque-Bera [19] e a homocedas-
ticidade verificada pelo teste ARCH [20].

A acurácia da previsão foi avaliada no período de validação ou teste por meio das seguintes medidas: raiz do erro
quadrático médio (RMSE), erro absoluto médio (MAE) e o erro percentual absoluto médio (MAPE). Complementa
a análise a previsão com os respectivos intervalos de confiança, representados em um gráfico em linhas.

A análise estatística foi realizada por meio do software R [21], utilizando as bibliotecas forecast [22], tseries [23],
e1071 [24], FinTS [25], stats [21], ggplot2 [26] e o software Gretl [27]. Na análise inferencial foi adotado o nível de
significância de 0,05.

3 Resultados e Discussões
A análise exploratória dos dados encontrou as medidas resumo apresentadas na Tabela 1, onde é possível constatar
a presença de uma grande variabilidade evidenciada por um alto valor do coeficiente de variação. O coeficiente de
assimetria confirma que a distribuição dos dados apresenta assimetria positiva elevada, existindo uma concentração
nos valores menores da série, enquanto o coeficiente de curtose indica que a distribuição é classificada leptocúrtica,
possuindo caudas pesadas.

Uma análise de variância não paramétrica, realizada por meio do teste de Friedman, encontrou evidências da
presença de sazonalidade na série (𝜒2 = 45, 205, df= 11, valor-p = < 0, 01 ). Entretanto, o teste de Chow encontra
evidências da presença de quebra estrutural (F = 6,3749 , valor-p = 0,0027), razão pela qual o período analisado
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Tabela 1: Medidas descritivas da série do volume mensal de transações da criptomoeda Ethereum, AGO 2017 - ABR
2021.

Período Média Mediana Desvio Coeficiente Assimetria Curtose
(US$) (US$) padrão (US$) de variação (%)

ago2015 – abr2021 2,180×1011 0,665×1011 3,112×1011 142,771 1,979 4,019
ago2017 – abr2021 2,819×1011 2,234×1011 2,791×1011 99,023 1,475 1,773

é reduzido: de agosto de 2017 até abril de 2021, cujas medidas resumo também estão apresentadas na Tabela 1.
Observa-se que, embora a intensidade de algumas propriedades tenham sido amenizadas, elas persistem.

Em sequência, após a separação dos últimos 12 meses para a validação, foi avaliada a estacionariedade do pe-
ríodo de ajuste. Na análise da parte não sazonal, os testes ADF e o teste KPSS concordam que a série é estacionaria
em nível em torno da tendência. Entretanto, na parte sazonal os testes HEGY e OCSB discordam, identificando
estacionariedade em primeira diferença e ao nível, respectivamente. Em função disso, foram considerados os mo-
delos SARIMA(p,0,q)(P,0,Q)12 e SARIMA(p,0,q)(P,1,Q)12. Os resultados apresentados a seguir se referem ao modelo
SARIMA(p,0,q)(P,1,Q)12, que se mostrou superior.

Os gráficos da função de autocorrelação (FAC) e da função de autocorrelação parcial (FACP) da parte não sazonal
e da parte sazonal estão apresentados, respectivamente, na Fig.1 e Fig.2. Pode ser observado no gráfico (a) da Fig.1
que a FAC decai lentamente exponencialmente, enquanto no gráfico (b) da mesma figura a FACP tem uma queda
brusca na primeira defasagem, sugerindo um modelo AR(1). No gráfico (a) da Fig.2 que a FAC tem um compor-
tamento senoidal decrescente, enquanto no gráfico (b) da mesma figura a FACP tem uma queda brusca a partir da
segunda defasagem, sugerindo um modelo AR(2).

Figura 1: FAC e FACP da parte não sazonal do logaritmo da série do volume de transações mensal da criptomoeda
Ethereum, AGO 2017 - ABR 2021.

A análise realizada sugere um modelo SARIMA(1,0,0)(2,1,0)12. Entretanto, considerando a subjetividade da re-
presentação gráfica, o conjunto de modelos candidatos foi formado pelos dez modelos mais parcimoniosos entre os
625 modelos analisados.

A Tabela 2 apresenta o conjunto demodelos candidatos com o respectivo critério de informação e os valores p dos
testes Ljung-BOX, Jarque-Bera eARCHaplicados aos seus resíduos, sendo identificado omodelo SARIMA(1,0,0)(0,1,0)12
como mais parcimonioso. Além disso, também é possível observar que todos os modelos candidatos não apresen-
taram evidências de autocorrelação, não normalidade e heterocedasticidade, cumprindo as suposições do modelo
teórico.

A Tabela 3 apresenta as medidas de acurácia da previsão de todos os modelos candidatos, sendo identificado
o modelo SARIMA(1,0,1)(2,1,0)12 como o modelo de melhor capacidade preditiva, por apresentar menor RMSE,
MAE e MAPE. Chama-se a atenção para o fato que houve concordância entre as três métricas utilizadas. Chama-
se também a atenção para o fato de que mesmo havendo concordância entre as três métricas utilizadas, o modelo
encontrado não apresentou boa capacidade preditiva, sugerindo que a utilização de apenas um modelo linear não
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Figura 2: FAC e FACP da parte sazonal do logaritmo da série do volume de transações mensal da criptomoeda
Ethereum, AGO 2017 - ABR 2021.

consegue descrever o seu comportamento.

Tabela 2: Critério de informação BIC e os resultados dos testes Ljung-Box, Jarque-Bera e ARCH para os modelos
candidatos, AGO 2017 – ABR 2021.

Modelo BIC Valor-p
Ljung-Box Jarque-Bera ARCH

SARIMA(1,0,0)(0,1,0)12 43,80 0,379 0.959 0,537
SARIMA(1,0,1)(0,1,0)12 44,19 0,800 0,732 0,814
SARIMA(2,0,0)(0,1,0)12 45,08 0,645 0,908 0,789
SARIMA(3,0,0)(0,1,0)12 46,00 0,871 0,516 0,604
SARIMA(1,0,3)(0,1,0)12 46,52 0,996 0,402 0,050
SARIMA(3,0,0)(0,1,1)12 47,12 0,510 0,774 0,470
SARIMA(1,0,0)(0,1,1)12 47,15 0,186 0,918 0,592
SARIMA(1,0,0)(1,1,0)12 47,26 0,332 0,968 0,586
SARIMA(1,0,1)(2,1,0)12 47,56 0,403 0,895 0,973
SARIMA(1,0,1)(0,1,1)12 47,63 0,674 0,847 0,791

Tabela 3: RMSE, MAE e MAPE para os modelos candidatos, MAI 2021 – ABR 2022.

Modelo RMSE(US$) MAE(US$) MAPE(%)
SARIMA(1,0,0)(0,1,0)12 1,09×1012 8,17×1011 187,69
SARIMA(1,0,1)(0,1,0)12 1,12×1012 8,38×1011 193,06
SARIMA(2,0,0)(0,1,0)12 1,13×1012 8,48×1011 196,27
SARIMA(3,0,0)(0,1,0)12 1,13×1012 8,36×1011 194,25
SARIMA(1,0,3)(0,1,0)12 1,14×1012 8,13×1011 194,22
SARIMA(3,0,0)(0,1,1)12 1,27×1012 9,53×1011 226,18
SARIMA(1,0,0)(0,1,1)12 1,19×1012 8,85×1011 210,93
SARIMA(1,0,0)(1,1,0)12 1,21×1012 9,13×1011 213,99
SARIMA(1,0,1)(2,1,0)12 0,85×1012* 5,86×1011* 145,23*
SARIMA(1,0,1)(2,1,1)12 1,24×1012 9,29×1011 220,87
Obs. (*) indicador para menor valor

A Tabela 4 apresenta os valores observados, os valores previstos e os respectivos intervalos de confiança para
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o período de validação do modelo selecionado, onde é possível constatar que os valores observados nos meses de
janeiro, fevereiro, março e abril não pertenceram aos respectivos intervalo de confiança. O resultado dessa análise vai
ao encontro do resultado encontrado anteriormente, por também identificar que modelo encontrado não apresenta
boa capacidade preditiva.

Tabela 4: Valores observados, valores previstos e respectivos intervalos de confiança do modelo
SARIMA(1,0,1)(2,1,0)12, MAI 2021 – ABR 2022

Mês Observado(US$) Previsto I.C 0.95(US$)
(US$) (US$) Mínimo Máximo

Maio 15,10×1011 11,22×1011 6,17×1011 2,04×1012
Junho 8,13×1011 6,00×1011 2,56×1011 1,40×1012
Julho 5,91×1011 5,73×1011 2,33×1011 1,40×1012
Agosto 7,03×1011 6,85×1011 2,75×1011 1,70×1012
Setembro 6,53×1011 8,56×1011 3,43×1011 2,13×1012
Outubro 5,74×1011 6,65×1011 2,66×1011 1,66×1012
Novembro 5,73×1011 8,50×1011 3,40×1011 2,12×1012
Dezembro 6,21×1011 9,37×1011 3,75×1011 2,34×1012
Janeiro 4,91×1011 16,18×1011 6,48×1011 4,04×1012
Fevereiro 4,16×1011 15,59×1011 6,24×1011 3,89×1012
Março 4,36×1011 16,01×1011 6,41×1011 3,99×1012
Abril 2,69×1011 23,36×1011 9,35×1011 5,83×1012

4 Conclusões
A partir do estudo realizado, acerca do volumemensal comercializado da criptomoeda Ethereum, foi constatado que
a série analisada necessita de uma modelagem híbrida que consiga captar relações lineares e não lineares. Também
constatou-se que a utilização de ummodelo linear foi adequada, embora não suficiente, tendo em vista a correlação
serial apresentada pelos dados conseguiu ser eliminada, pois as inovações se comportaram como um ruído branco
com média zero e variância constante. Após remover esta correlação serial, é possível que um modelo não linear
consiga complementar a análise realizada. Neste caso, recomenda-se o modelo autoregressivo heterocedástico con-
dicional (GARCH), que tem obtido bons resultados.

Por outro lado, salientamos que algumas das técnicas utilizadas nesta modelagem apresentaram um bom desem-
penho, como os gráficos da FAC e da FACP da parte sazonal e da parte não sazonal, que identificaram um modelo
muito aproximado ao SARIMA(1,0,1)(2,1,0)12, considerado o de melhor capacidade preditiva para a relação linear.

Vale salientar também que o teste HEGY apresentou melhor desempenho na identificação na quantidade de
diferenciações necessárias para a parte sazonal da série se tornar estacionária. Embora os resultados não tenham sido
mostrados neste texto, também foram realizadasmodelagens considerando que a parte sazonal seria estacionária em
nível de acordo com que foi encontrado no teste OCSB. Entretanto, esses modelos apresentaram um desempenho
ainda pior.

Para trabalhos futuros, além de melhorar o modelo obtido com a modelagem da relação não linear, sugere-se
também utilizar o volume de transações comerciais da criptomoeda Ethereum como uma variável adicional a um
modelo de previsão para os valores da sua cotação.
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