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Анотація. Питання отримання більшої зрозумілості поведінки нейронних ме-
реж є досить актуальним, особливо у галузях із високим рівнем ризиків. Для 
вирішення цієї задачі досліджено можливості нового алгоритму декомпозиції 
DeepRED, здатного витягувати правила прийняття рішень глибинними ней-
ронними мережами з декількома прихованими шарами DNN (Deep Neural 
Networks). Дослідження алгоритму DeepRED проводилося на прикладі вилу-
чення правил експериментальної  нейронної мережі за виконання класифікації 
зображень бази даних MNIST рукописних цифр, що дозволило виявити ряд 
обмежень алгоритму DeepRED. 
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ОПИС ЗАДАЧІ І СТАНУ ЇЇ РІШЕННЯ 

Натепер, нейронні мережі (NN, Neural Networks) мають дуже широкий 
спектр застосувань. Вони здатні вирішувати такі задачі, як задачі класифіка-
ції, з дуже високою ефективністю. Проте, не зважаючи на всі їх переваги, 
все ще існує проблема з можливістю використання нейронних мереж у галу-
зях із високим рівнем ризиків. У таких сферах, як медицина, фінанси та ене-
ргетика, розуміння та передбачуваність поведінки систем є дуже критични-
ми. Будь-який неочікуваний сценарій може привести до ризиків для життя 
чи здоров’я людей, або до ризику великих фінансових втрат [1, 2]. Саме то-
му, питання отримання більшої зрозумілості поведінки нейронних мереж є 
досить актуальним. 

Нейронні мережі формують свою логіку завдяки використання шарів 
нейронів. Структуру всіх нейронних мереж, в загальному, можна звести до 
одного спільного вигляду: вхідний шар, вихідний шар та набір прихованих 
навчальних шарів (рис. 1). 

Щоб подолати вказану незручність нейронних мереж, протягом остан-
ніх трьох десятиліть, детально розробляються різні способи пояснення “ло-
гіки” прийняття рішень нейронними мережами. Першим запровадженим та 
найбільш перспективним на сьогоднішній день підходом у цій галузі є ви-
лучення правил (RE, Rule  Extraction) із штучних нейронних мереж. Вилу-
чення правил — це підхід, що зосереджується на розкритті прихованих 
в мережі правил, з метою допомогти пояснити, як саме нейронна мережа 
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приходить до остаточного рішення. Такі вилучені правила можуть викори-
стовуватись для зменшення небезпеки, відстеження стабільності та відмово-
стійкості системи, перевірки та підтвердження можливості використання 
нейронної мережі для конкретної задачі, тощо. Більшість дослідників зосе-
реджуються на тому, що вилученні правила мають бути максимально зрозу-
мілими, але в той же час повинні якомога точніше імітувати поведінку ней-
ронної мережі.  

Існуючі методи вилучення правил поділяються на три групи: декомпо-
зиційні, педагогічні та еклектичні [2]. Декомпозиційні методи повністю 
спираються на архітектуру мережі і використовують активації та ваги всіх 
нейронів, включаючи приховані шари. Зазвичай ці методи аналізують кожен 
нейрон, після чого, отримані описи поведінки цих нейронів певним чином 
об’єднуються та формують правила, що імітують поведінку всієї моделі [7].  

Основними представниками декомпозиційних підходів є: метод КТ 
[10], метод на основі правил нечіткої логіки [6], поліноміальний алгоритм 
Цукімото [4], CRED [12], DeepRED [7]. 

Педагогічні методи, на відміну від декомпозиційних, не враховують 
внутрішню структуру нейронної мережі, а розглядають NN як єдину сут-
ність (чорну скриньку). Їх принцип полягає в тому, щоб витягувати правила 
шляхом прямого відображення вхідних даних у вихідні. Іншим чином, це 
можна розглядати, як добре відому задачу апроксимації, де нейронна мере-
жа виступає в ролі цільової функції, що приймає визначений набір вхідних 
параметрів та повертає певний результат класифікації. Маючи цю функцію, 
алгоритми намагаються знайти узгодженість між вхідними варіаціями та 
результатами. Найбільш популярними представниками педагогічних мето-
дів є: VIA [17] [18], TREPAN [13], BIO-RE [5], ANN-DT [3], STARE [20], 
KDRuleEx [8][9], RxREN [11]. 

Еклектичні методи представляють собою поєднання інших підходів і 
розглядають лише частину NN як чорний ящик. Оскільки визначення еклек-
тичних підходів досить розпливчасте, іноді дослідники мають різні погляди 
на те, які методи правильно відносити до еклектичних, а які ні. Двома, до-
сить відомими методами, які можна віднести до еклектичних,  є  MofN [2] та 
FERNN [15]. 

Більшість алгоритмів вилучення правил запропоновані лише для неве-
ликих нейронних мережах з одним прихованим шаром. Проте, нещодавно 
було запропоновано новий алгоритм — DeepRED, який здатен працювати з 
глибинними нейронними мережами. Цей алгоритм декомпозиції витягує 
проміжні правила для кожного шару NN, на основі чого, формує представ-
лення того, як конкретна нейронна мережа приймає рішення [7]. Він вважа-

а б

Рис. 1. Структура нейронних мереж: а — звичайної нейронної мережі, б — гли-
бинної нейронної мережі 
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ється найбільш досконалим з точки зору зрозумілості вилучаємих правил і 
їх максимального наближення до поведінки НМ. Слід визнати, що існують 
модифікації  DeepRED, які поліпшують його властивості [14]. 

Стаття організована таким чином: розділ I містить опис задачі і огляд 
стану її рішення; розділ II — огляд алгоритму; розділ IІІ — опис покращен-
ня алгоритму; розділ ІУ — експериментальні результати дослідження алго-
ритмів, а розділ V містить висновки щодо задачі, яка розглядається. 

ОПИС РОБОТИ АЛГОРИТМУ DEEPRED 

Основною сутністю будь-якої нейронної мережі є модель нейрона (рис. 2). 
Ідея нейронної моделі полягає в тому, що вхід x разом із зміщенням b зва-
жуються вагами w, а потім підсумовуються разом. Зміщення b (bias) є ска-
лярним значенням, тоді як вхідні дані x та ваги w мають векторне значення, 

тобто nx   та nw  , де n , що відповідає розмірності вхідних да-

них. Їх сума bxxz T   виступає в якості аргумента функції активації φ, 
в результаті чого, формується вихід нейронної моделі: 

 )()( bxwzy T    (1) 

Деякі поширені функції активацій та їх графічні зображення приведені 
в табл. 1. 

Вхідними даними алгоритму є навчальна вибірка даних і задані актива-
ції всіх шарів мережі. Найпопулярнішими функціями активації для глибин-
них нейронних мереж є функція активації ReLU і функція Softmax.  

Т а б л и ц я  1 . Деякі функції активацій та їх графічні зображення 
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Рис. 2. Модель штучного нейрона 
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Продовження табл.1 
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Алгоритм DeepRED було обрано в роботі, оскільки це  метод декомпо-
зиції, пристосований до аналізу глибинних нейронних мереж DNN (Deep 
Neural Networks), точніше до  MLP (Multi-Layer Perceptron) з будь-якою гли-
биною, але  без зворотних в’язків (feedback loop). Багатошаровий персепт-
рон (MLP) відноситься до багаторівневої архітектури з усіма можливими 
зв’язками між шарами, які також позначаються як повністю зв’язані шари. 
Шари, у яких немає вхідних або вихідних нейронів, називають прихованими 
шарами (рис. 1.). Алгоритм використовує апроксимаційні моделі ієрархічно 
з глибиною, пропорційною загальному числу шарів NN. Апроксимуючі мо-
делі правил прийняття рішень  мають структуру дерева, вузли якого визна-
чаються нейронами окремих шарів, а гілки якого мають значення, обчислені 
за формулою (1) для активацій нейронів, при цьому набір даних поділяється 
на менші підмножини. Для довільної мережі з k прихованими шарами зара-
ди зручності введемо позначення для кожного прихованого шару: khh ,,1  . 
Таким чином, в результаті першого кроку, отримується дерево рішень (DT), 
що описує вихідний шар мережі через активації шару kh . Наступним кро-

ком алгоритму є обробка шару 1kh . Для кожної умови із набору правил, 
отриманого на попередньому етапі, застосовується алгоритм C4.5 чи С5 
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[21, 22], щоб побудувати дерева рішень, які тепер будуть описувати шар kh  

за допомогою 1kh . Аналогічним чином, даний процес продовжується для 
кожного наступного шару, до тих пір, поки не буде отримано дерева рішень, 
що описують шар h1 через входи нейронної мережі. При цьому, під час про-
ходу алгоритму, застосовується механізм, що запобігає виконанню зайвих 
запусків C4.5. Якщо дерево рішень для опису певного випадку вже було по-
будоване раніше, наявні результати будуть просто скопійовані. Після отри-
мання DT, що описують кожен шар мережі, виконується об’єднання отри-
маних дерев разом. Усі невідповідні та зайві правила в процесі викидаються.  
В результаті формується одне дерево рішень, що описує виходи NN на ос-
нові її входів, тобто описує поведінку самої нейронної мережі. На рис. 3 зо-
бражено псевдокод реалізації DeepRED, представлений автором алгоритму в 
його роботі [7]. 

ПОКРАЩЕННЯ РЕАЛІЗАЦІЇ АЛГОРИТМУ 

Із псевдокоду, представленого на рис. 3, видно, що для ініціалізації дерев на 
першому кроці, в своїй первинній формі, алгоритм використовував набли-

Рис. 3. Псевдокод оригінальної реалізації алгоритму DeepRED [7] 
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ження типу: “IF output_i > 0,5 THEN class = i”. Основною причиною цього 
є те, що оригінальна робота була зосереджена лише на проблемі бінарної 
класифікації, де використання таких правил доцільне. Проте, якщо потрібно 
застосовувати DeepRED у задачах з багатокласовою класифікацією, таке 
наближення частіше всього буде занадто грубим. Альтернативою в даному 
випадку є побудова DT на основі активацій останнього прихованого шару та 
результатів класифікації мережі в якості вхідних та вихідних векторів відпо-
відно[14]. 

Оскільки взаємодії між шарами NN швидше мають форму графа, а не 
дерева, набагато точніший та більш виразний опис того, що відбувається в 
процесі злиття правил, забезпечує використання DDAG (Decision directed 
acyclic graph, або орієнтований ациклічний граф рішень) отриманих з DT, 
замість самих DT. Це, можна сказати, розширення до привичного дерева 
рішень. Єдиною відмінністю DDAG від DT є лише те, що він може мати 
структуру, відмінну від деревоподібної, тобто вузли можуть мати більше 
одного вхідного ребра (рис. 4). Завдяки такій структурі, DDAG має ряд пе-

реваг для вирішення даного завдання, основними з яких є економніше вико-
ристання пам’яті (що грає чималу роль при роботі в середовищі з обмеже-

ними ресурсами) та складні-
ша оцінка представлення 
правил. Також, за рахунок 
меншої кількості вузлів, що 
потрібні для представлення 
одного і того ж набору пра-
вил, порівняно з DT, DDAG 
набагато зручніші при їх ана-
лізі, оскільки мають більш 
зручну для читання форму. 

Псевдокод модифікова-
ної реалізації алгоритму 
DeepRED приведений на 
рис. 5. Спочатку будується 
DT для останньої активації 
hL, тобто обчислюються 
аргументи максимуму hL(x) 
для кожного значення Xx . 

Рис. 4. Представлення правил M-of-{A,B,C} у вигляді: а — DT, б — DDAG 

Рис. 5. Псевдокод модифікованої реалізації
алгоритму DeepRED 
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Після ініціалізації цикл for продовжує розглядати шари у зворотному 
напрямку. На кроці l створюються DT для кожного розділеного вузла в 
DDAG gl+1. Потім DTs замінюють вузли всередині DDAG, створюючи 
таким чином новий DDAG gl із вхідними даними нижнього рівня. Нарешті, 
виконується виключення незадовільних та надлишкових вузлів з умов 
відповідності всіх вхідних даних вузлів значеням їх функцій активації. 
Заміна вузла за допомогою DT виконується шляхом переключення вхідних 
ребір кореневого вузла (root) DT і підключення усіх ребер, що ведуть до 
листових (leaf)  вузлів True і False (істинних та хибних), до істинних та 
хибних ребер початкового вузла відповідно.  

РЕЗУЛЬТАТИ ДОСЛІДЖЕНЬ 

Як нейронну мережу, на якій досліджувалася задача класифікації рукопис-
них символів, взято MLP з двома прихованими шарами, розмірами в 100 та 
30 нейронів. На всіх проміжних шарах мережі використовувалася функція 
активації ReLU, а як функція активації вихідного шару застосовувалася 
Softmax. Таким чином, враховуючи розмірності вхідних та вихідних векто-
рів, використовувалася нейронна мережа з наступними розмірами всіх шарів:  

 784 — вхідний шар (відповідає вектору вхідних значень); 
 100 — перший прихований шар; 
 30 — другий прихований шар; 
 2 — вихідний шар (відповідає вектору результатів класифікації). 
Для навчання цієї експериментальної NN, з якої в ході експериментів 

вилучались правила прийняття рішень, використовувалась база даних руко-
писних цифр MNIST (Modified National Institute of Standards and Technology 
dataset) [23]. Вона містить навчальну вибірку розміром 60000 зображень та 
тестову вибірку розміром 10000 зображень. Всі зображення бази монотонні 
(у відтінках сірого різної інтенсивності) розміром 28 28 784  . Для того, 
щоб сформувати вхідну вибірку для бінарної класифікації, притаманної ал-
горитму DeepRED, із бази даних MNIST було відібрано лише зображення, 
що містять цифри 0 та 1 (рис. 6). Кожен елемент вектора вхідних значень 
приймає значення в діапазоні [0, 1], де 0 — означає порожній піксель, а 1 — 
повністю зафарбований піксель. 

ба 

Рис. 6. Зображення бази даних MNIST: а — приклади зображень вибірки, б —
перетворення зображення у вектор вхідних значень 
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Процес прийняття рішення щодо класифікації зображення з цифрою 
“1” шляхом проходження вузлами отриманого графа при вилученні правил 
ілюструється графом, який із-за своїх розмірів наданий окремо у форматі 
PDF-файла за посиланням: https://drive.google.com/file/d/1-dzEd8GsNpLp 
AlHl-zP-sQZjafxFgbs5/view?usp=sharing 

На цьому графі в даному випадку, вузол {0} відповідає результату кла-
сифікації, який стверджує, що вхідне зображення містить цифру 0, а вузол 
{1}, відповідно, що вхідне зображення містить цифру 1. Інші вузли графа, 
що відповідають за відображення правил прийняття рішень нейронної 
мережі мають вигляд правил у форматі “ ix intensity”, де ix  — це значення 
і-го елемента вектора вхідних значень, що відповідає інтенсивності відпові-
дного пікселя зображення (відповідно до рис 6, б), а intensity — це значення 
інтенсивності, вилучене з “логіки” нейронної мережі, з яким ведеться порів-
няння інтенсивності пікселя зображення. 

Порівняльні дослідження алгоритму DeepRED проводилися для випад-
ків: бінарної класифікації, класифікації з 3-ма класами та класифікації з 4 ма 
класами. Відповідні результати перших двох запусків алгоритму наведені 
у табл. 3 та табл. 4. У них використано такі показники для порівняльного 
аналізу: 

 DDAG fidelity — точність класифікації DDAG відносно класифікації 
NN на тестовій вибірці; 

 DDAG accuracy — точність класифікації DDAG відносно еталонних 
значень тестової вибірки; 

 DDAG recall — точність класифікації DDAG відносно класифікації 
NN на навчальній вибірці; 

 final DDAG size — розміри фінального графа вилучених правил; 
 DDAG size before pruning — розмірами графа рішень, перед вида-

ленням зайвих правил. 
З таблиць видно, що складність алгоритму значно зростає зі збільшен-

ням кількості класів, а також зі збільшенням кількості шарів NN та їх розмі-
рів завдяки  зростанню розмірів побудованих DDAG, що призводить до рос-
ту обчислювальної складності. Окрім того, кінцеві результати сильно 
залежать від того, як буде ініціалізовано дерево на першому кроці.  

Т а б л и ц я  3 . Результати запусків Deep RED у випадку бінарної кла-
сифікації (зображення з цифрами 1 та 3) 

Конфігурація
MLP 

NN  
accuracy 

DDAG 
fidelity 

DDAG 
accuracy 

DDAG 
recall 

Final 
DDAG 

size 

DDAG 
size before 

pruning 
MLP(20) 0.9995 0.9674 0.9748 0.9669 26 27 
MLP(50) 0.9995 0.9646 0.9753 0.9732 16 16 

MLP(100) 0.9991 0.9655 0.9711 0.9698 20 20 
MLP(300) 0.9995 0.9734 0.9739 0.9713 18 18 

MLP(50,25) 0.9986 0.9347 0.9608 0.9546 46 51 
MLP(100,30) 0.9995 0.9669 0.9776 0.9722 28 43 

MLP(300, 150) 0.9995 0.9757 0.9795 0.9693 19 19 
MLP(50, 25, 9) 0.9986 0.9618 0.9734 0.9650 11 14 
MLP(100,50,30) 0.9936 0.9417 0.9548 0.9522 65 69 
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Т а б л и ц я  4 . Результати запусків Deep RED у випадку класифікації з 
3 класами (зображення з цифрами 0, 1, 2) 

Конфігурація 
MLP 

NN  
accuracy 

DDAG 
fidelity 

DDAG 
accuracy 

DDAG 
recall 

Final 
DDAG 

size 

DDAG 
size before 

pruning 
MLP(20) 0.9930 0.9005 0.8967 0.8888 88 113 
MLP(50) 0.9946 0.8599 0.8590 0.8579 91 109 

MLP(100) 0.9939 0.8815 0.8770 0.8778 109 132 
MLP(300) 0.9936 0.8561 0.8513 0.8557 87 163 

MLP(100,30) 0.9940 0.7353 0.7426 0.7252 214 451 
MLP(300,150) 0.9952 0.5329 0.3943 0.3942 147 328 
MLP(50, 25, 9) 0.9942 0.8780 0.6222 0.6143 123 332 

MLP(100,50,30) 0.9959 0.7925 0.4559 0.4499 134 357 
 

ВИСНОВКИ 

У процесі дослідження алгоритму DeepRED виявлено, що один із найбільш 
перспективних способів його використання — це застосування в поєднанні 
з процесом навчання нейронної мережі. За рахунок того, що вилучення пра-
вил проводиться безпосередньо під час навчання мережі, з’являється краще 
розуміння того, як та чи інша зміна в архітектурі NN впливає на отримані 
результати. По-суті, при правильному використанні результати вилучення 
правил можуть бути застосовані у вигляді додаткового критерія оцінки яко-
сті навчання.  

На сьогоднішній день, вимірювання точності результатів класифікації 
на тестовій вибірці — це ледь не єдиний критерій, яким керуються під час 
навчання нейронних мереж. Але насправді, ця точність не завжди в повній 
мірі відображає те, наскільки добре пройшов навчальний етап. Якщо в одна-
кових умовах з однієї мережі вдається вилучати чіткі та лаконічні правила, а 
з іншої — дещо ускладнені та заплутані, і, при цьому, точність у них одна-
кова, логічніше буде віддати перевагу першій, оскільки, в загальному ви-
падку, вона буде більш передбачувана. 

Опираючись на результати, що були отримані в рамках проведених 
практичних експериментів, можна сказати, що вилучення правил з нейрон-
них мереж за допомогою декомпозиційного алгоритму DeepRED виглядає 
досить перспективно. Вилучені за допомогою алгоритму правила мають до-
сить зрозумілу форму та відносно не складні при їх аналізі. Особливо вда-
лим рішенням, хотілося б відмітити ідею покращення алгоритму, за рахунок 
розширення дерев рішень до графів рішень (DDAG). Це дозволило сильно 
полегшити можливості читання отримуваних правил. Звісно, варто також 
зазначити, що проблеми зі зручністю аналізу вилучених правил все ще бу-
дуть актуальними при досить великих розмірах DDAG, але як уже відміча-
лось, такі алгоритми постійно балансують в рамках компромісу точності та 
зрозумілості результатів.  
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Підсумовуючи все, можна зробити висновок, що вирішувати повноцін-
но задачу вилучення правил з нейронних мереж, у тій формі, у якій 
DeepRED представлений на даний момент, все ще досить проблематично. 
Основною проблемою, яка сильно ускладнює можливість його масового ви-
користання, є проблема універсальності. За рахунок того, що алгоритм здат-
ний працювати лише з MLP, відсіюється дуже велика частка можливостей, 
щодо застосування нейронних мереж у критичних сферах. Адже, на сього-
днішній день, найбільш перспективними нейронними мережами, для вирі-
шення складних задач є мережі, що мають архітектуру, складнішу за MLP. 
Проте, в той же час, варто розуміти, що DeepRED — це найкращий деком-
позиційний алгоритм для вилучення правил, серед тих, що існують на даний 
момент. При цьому, сама ідея, на якій засновано даний алгоритм, виглядає 
перспективною, і, схоже на те, що можливостей щодо її покращень ще до-
сить багато. Зокрема чекає вирішення проблеми з сильною залежністю від 
етапу початкової ініціалізації дерева і ообота над подальшої оптимізацією 
розмірів графів рішень, наприклад, за рахунок використання вузлів M-of-N. 
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Abstract. The question of a better understanding of the behavior of neural networks 
is quite relevant, especially in industries with a high level of risks. To solve this 
problem, the possibilities of the new DeepRED decomposition algorithm, capable of 
extracting decision-making rules by deep neural networks with several hidden lay-
ers, are explored in the paper. The study of the DeepRED algorithm was carried out 
on the example of extracting the rules of an experimental neural network during the 
classification of images of the MNIST database of handwritten digits, which made it 
possible to reveal a number of limitations of the DeepRED algorithm. 

Keywords: rule extraction, neural networks, DeepRED, machine learning, decision 
trees, decision graphs. 


