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บทคัดย่อ 

งานวิจัยนี้นำเสนอการตรวจจับและการจำแนกใบหน้าสวมหน้ากากโดยใช้ข้อมูลเข้า
หลายค่า เนื่องจากการตรวจจับใบหน้าสวมหน้ากากแบบ 3 ประเภท ได้แก่ประเภทสวมหน้ากาก
ถูกต้อง ประเภทไม่สวมหน้ากาก และประเภทสวมหน้ากากไม่ถูกต้อง เมื่อสังเกตข้อแตกต่างของทั้ง 3 
ประเภท จะเห็นว่าบริเวณจมูกและปากจะเป็นส่วนหลักที่ช่วยในการจำแนกประเภท จึงพัฒนาโมเดล
การเรียนรู้เชิงลึกที่รับข้อมูลเข้าหลายค่า ได้แก่ ภาพใบหน้า ภาพบริเวณจมูกและภาพบริเวณปาก การ
ทดลองม ีการใช ้ช ุดข ้อม ูล 2 ช ุด ได ้แก ่  ช ุดข ้อม ูล  Face Mask Label Dataset (FMLD) และ 
Andrewmvd Face Mask Detection Kaggle (AFMDK) มีการเปรียบเทียบการสร้างโมเดลซึ่งใช้
ข้อมูลเข้าแบบเดี่ยว พบว่าผลลัพธ์ที่ได้โมเดลข้อมูลเข้าหลายค่าที่นำเสนอมีค่าความถูกต้อง ค่าความ
แม่นยำ ค่าความครบถ้วน และค่า F1 มีประสิทธิภาพสูงกว่าโมเดลข้อมูลเข้าเดี่ยวทั้งสองชุดข้อมูล 
นอกจากนี้งานวิจ ัยนี้ได ้ทำการทดลองการปรับปรุงภาพ โดยใช้ Super-Resolution (SR) เพ่ือ
แก้ปัญหาภาพขนาดเล็ก ทำให้ภาพบริเวณจมูกและภาพส่วนปากมีความคมชัดมากขึ้น จากการ
ทดลองพบว่าโมเดลใช้ภาพจาก BSRGANs ไมส่ามารถช่วยแก้ปัญหาภาพขนาดเล็กได้ แต่สามารถช่วย
แก้ปัญหาภาพขนาดปานกลางและขนาดใหญ่ได้ 
 

 

คำสำคัญ : การจำแนกประเภทใบหน้า, โครงข่ายประสาทเทียมแบบคอนโวลูชัน, การสกัด
คุณลักษณะ, การเรียนรู้เชิงลึก  
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ABSTRACT 

This research presents face-mask detection and classification using 

multiple inputs. The face-mask detection composes of 3 classes including the 

with_mask class, with_out_mask class, and wear_mask_incorrect class. The differences 

between these classes are the nose area and mouth area which help in classification. 

A deep learning multiple input model that can use face images, nose images, and 

mouth images as inputs was developed. This experiment is tried out with 2 datasets 

including Face Mask Label Dataset (FMLD) and Andrewmvd Face Mask Detection Kaggle 

(AFMDK). There are comparison models which are created by using single input and 

multiple inputs.       The study finds that the results are confirmed that the purposed 

multiple input model has accuracy, precision, recall, and F1 score has higher values 

than a single input model in both datasets. This research also does an experiment on 

image enhancement by super-resolution for small image problems. The results 

increase the resolution at the nose and mouth area. The experiment shows that model 

trained by image from BSRGANs cannot solves the small image problem but can solve 

the medium and large images. 

 

 

Keyword : Face Classification, Convolutional Neural Network, Feature Extraction, 
Deep Learning  



(7) 
 

กิตติกรรมประกาศ 

วิทยานิพนธ์นี้สามารถสำเร็จลุล่วงได้ด้วยความช่วยเหลือและการสนับสนุนจากบุคคลหลายทา่น
ที่คอยชี้แนะ และช่วยเหลือในด้านต่าง ๆ ผู้จัดทำวิทยานิพนธ์ขอขอบคุณทุกท่านเป็นอย่างมาก ณ 
โอกาสนี้ 

ขอขอบคุณอาจารย์ที่ปรึกษาวิทยานิพนธ์ ผู้ช่วยศาสตราจารย์ ดร. วิภาดา เวทย์ประสิทธิ์ และผู้
ร่วมวิจัย ดร. นิวรรณ วัฒนกิจรุ่งโรจน์ ที่สละเวลา คอยชี้แนะ ให้คำแนะนำ และตรวจทานงานให้แก่
ผู้ทำวิทยานิพนธ์ ตลอดจนวิทยานิพนธ์แล้วเสร็จ 

คณาจารย์สาขาวิชาวิทยาการคอมพิวเตอร์ สาขาวิทยาศาสตรการคำนวณ คณะวิทยาศาสตร์ 
มหาวิทยาลัยสงขลานครินทร์ทุกท่านที่ให้ความรู้ด้านวิชาการและให้คำปรึกษา ตลอดทั้งคำแนะนำ
ตอนรายงานความก้าวหน้า 

สุดท้ายนี ้ขอขอบพระคุณบิดามารดา และเพื ่อน ๆ พี ่ ๆ  ทุกคนที่คอยช่วยเหลือ นำมาซึ่ง
ความสำเร็จในครั้งนี้  

 
 
 
 
 
 
 
 
 
 
 
 

ภีมกานต์ รุจิราพงศ์ 
  



(8) 
 

สารบัญ 

สารบัญ ............................................................................................................................................ (8) 

รายการตาราง ............................................................................................................................... (11) 

รายการภาพประกอบ .................................................................................................................... (14) 

บทที่ 1 บทนำ ................................................................................................................................... 1 

1.1. ความสําคัญและที่มาของงานวิจัย .......................................................................................... 1 

1.2. วัตถุประสงค์ .......................................................................................................................... 2 

1.3. ประโยชน์ที่คาดว่าจะได้รับ..................................................................................................... 2 

1.4. ขอบเขตงานวิจัย .................................................................................................................... 2 

1.5. ขั้นตอนและระยะเวลาการดําเนินการ .................................................................................... 2 

1.5.1. ระยะเวลาการดําเนินการ ............................................................................................... 2 

1.5.2. แผนการดําเนินการ ........................................................................................................ 3 

บทที ่2 ทฤษฎีและงานวิจัยที่เกี่ยวข้อง .............................................................................................. 4 

2.1. การตรวจจับวัตถุ (Object Detection) ................................................................................. 4 

2.2. โครงข่ายประสาทเทียม (Artificial Neural Networks : ANN) ............................................. 7 

2.3. โครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Networks (CNN)) ........ 8 

2.4. โมเดลการเรียนรู้เชิงลึกแบบ ResNet .................................................................................. 10 

2.5. การเตรียมข้อมูลภาพก่อนการประมวลผล (Image Preprocessing) ................................... 12 

2.6. การปรับปรุงภาพ (Image Enhancement) ........................................................................ 13 

2.7. การปรับปรุงภาพโดยใช้โมเดล CodeFormer และ BSRGANs ............................................ 13 

2.8. การสกัดคุณลักษณะ (Feature Extraction) ....................................................................... 16 

2.9. การจําแนกประเภท (Classification) .................................................................................. 17 

2.10. การจํากัดตําแหน่ง (Localization) .................................................................................... 17 

2.11. การตรวจจับใบหน้า (Face Detection) ............................................................................ 17 



(9) 
 

สารบัญ (ต่อ) 

2.12. โมเดลการเรียนรู้เชิงลึกแบบ Multi-task Cascaded Convolutional Networks  

       (MTCNN)........................................................................................................................... 18 

2.13. การเรียนรู้แบบถ่ายโอน (Transfer Learning) .................................................................. 20 

2.14. การวัดประสิทธิภาพของโมเดลการจําแนกประเภทข้อมูล .................................................. 20 

2.14.1. เทคนิคการแบ่งชุดข้อมูล และเทคนิคการประเมินประสิทธิภาพโมเดล ....................... 20 

2.14.2. การประเมินประสิทธิภาพโมเดล................................................................................. 21 

2.15. งานวิจัยที่เกี่ยวข้อง ............................................................................................................ 26 

บทที่ 3 วิธีการพัฒนาโมเดลข้อมูลเข้าหลายค่า ................................................................................ 33 

3.1. การออกแบบสถาปัตยกรรมและข้ันตอนวิธีสร้างและทดสอบโมเดล ..................................... 33 

3.2. การตรวจจับใบหน้า จมูก และปากโดยใช้ MTCNN (Face Nose Mouth Detection) ....... 45 

3.3. การสกัดคุณลักษณะ (Feature Extraction) และการจำแนกประเภท (Classification) ...... 49 

3.4. การปรับปรุงภาพโดยโมเดลการเรียนรู้เชิงลึกแบบ BSRGANs .............................................. 53 

บทที่ 4 การทดลองและผลการทดลอง ............................................................................................ 55 

4.1. ชุดข้อมูลที่ใช้ในการทดลอง .................................................................................................. 55 

4.2. ประสิทธิภาพการตรวจจับใบหน้าโดยใช้ MTCNN ................................................................ 61 

4.3. การเตรียมชุดข้อมูลที่ใช้ในการทดลองโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า .... 62 

4.4. การกำหนดพารามิเตอร์การฝึกโมเดลและทดสอบโมเดลข้อมูลเข้าเดี่ยวและข้อมูลเข้า 

      หลายค่า .............................................................................................................................. 66 

4.5. การทดลองโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า ............................................. 66 

4.5.1. เปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและข้อมูลเข้าหลายค่าบน 

        ชุดข้อมูล FMLD 5K ...................................................................................................................................................... 67  

 



(10) 
 

สารบัญ (ต่อ) 

4.5.2. เปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและข้อมูลเข้าหลายค่าบน 

        ชุดข้อมูล FMLD MTCNN ......................................................................................... 70  

4.5.3. เปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและข้อมูลเข้าหลายค่าบน 

    ชุดข้อมูล AFMDK...........................................................................................................74 

4.6. การเพ่ิมประสิทธิภาพของโมเดลโดยใช้การปรับปรุงภาพ ..................................................... 76 

4.6.1. การปรับปรุงภาพโดยใช้ Super-Resolution (SR) ....................................................... 77 

4.6.2. เปรียบเทียบประสิทธิภาพของโมเดลเพ่ือการปรับปรุงภาพ ........................................... 85 

บทที่ 5 บทสรุปและข้อเสนอแนะ .................................................................................................... 94 

5.1. สรุปผลการวิจัย .................................................................................................................... 94 

5.2. ปัญหาและอุปสรรค ............................................................................................................. 94 

5.3. ข้อเสนอแนะ ........................................................................................................................ 95 

เอกสารอ้างอิง ................................................................................................................................. 96 

ภาคผนวก ก .................................................................................................................................. 104 

ประวัติผู้เขียน ................................................................................................................................ 111 

  



(11) 
 

รายการตาราง 

ตารางที่ 1 แผนการดำเนินงาน .......................................................................................................... 3 

ตารางที่ 2 ตาราง Confusion Matrix............................................................................................. 21 

ตารางที่ 3 แสดงรายละเอียดบทความเก่ียวกับการตรวจจับใบหน้าสวมหน้ากากที่ได้ศึกษามา ........... 6 

ตารางที่ 4 การตรวจจับใบหน้าโดยใช้แนวคิดพ้ืนที่แสดงโมเดล และการตรวจจับบริเวณท่ีสนใจ ...... 28 

ตารางที่ 5 การตรวจจับใบหน้าโดยใช้แนวคิดเชิงถดถอยแสดงโมเดลต่าง ๆ ที่ใช้งาน........................ 29 

ตารางที่ 6 ผลลัพธ์ของบทความท่ีใช้หน่วยวัดประสิทธิภาพเป็นค่าความถูกต้องของชุดข้อมูลต่าง ๆ. 31 

ตารางที่ 7 ผลลัพธ์ของบทความท่ีใช้หน่วยวัดประสิทธิภาพเป็น mAP ของชุดข้อมูลต่าง ๆ .............. 32 

ตารางที่ 8 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของภาพใบหน้าของชุดข้อมูล AFMDK .......... 59 

ตารางที่ 9 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของชุดข้อมูลและประเภทของภาพใบหน้าของ 

             ชุดข้อมูล FMLD MTCNN .............................................................................................. 64  

ตารางที่ 10 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของชุดข้อมูลและประเภทของภาพใบหน้าของ 

               ชุดข้อมูล FMLD 5K ..................................................................................................... 65  

ตารางที่ 11 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของชุดข้อมูลและประเภทของภาพใบหน้าของ 

               ชุดข้อมูล AFMDK ........................................................................................................ 65  

ตารางที่ 12 ผลการทดลองบนชุดข้อมูล FMLD 5K (2 class) ของโมเดลอมูลเข้าเดี่ยว (Single Input)   
               และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ………………………................................68 

ตารางที ่13 ผลการทดลองบนชุดข้อมูล FMLD 5K (3 class) ของโมเดลข้อมูลเข้าเดี่ยว   

    (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ..................................68 

ตารางที่ 14 ผลการทดลองบนชุดข้อมูล FMLD MTCNN (3 class) ของโมเดลข้อมูลเข้าเดี่ยว 

               (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ................................. 71  

ตารางที่ 15 ผลการทดลองบนชุดข้อมูล FMLD MTCNN (3 class) ของโมเดลข้อมูลเข้าเดี่ยว  

               (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ................................. 72  

ตารางที่ 16 ผลการทดลองชุดข้อมูล AFMDK (2 class) โดยใช้โมเดลข้อมูลเข้าแบบเดี่ยว        

              (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input)....................................74 

ตารางที่ 17 ผลการทดลองชุดข้อมูล AFMDK (3 class) โดยใช้โมเดลข้อมูลเข้าแบบเดี่ยว  

               (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input)..................................75 

  



(12) 
 

รายการตาราง (ต่อ) 

ตารางที่ 18 แสดงรายละเอียดของชุดข้อมูล FMLD 5K แบ่งเปน็ชุดข้อมูลทั้งหมด ชุดข้อมูลสำหรับฝึก  
               และชุดข้อมูลสำหรับทดสอบ ........................................................................................ 76  

ตารางที่ 19 แสดงรายละเอียดของชุดข้อมูล AFMDK แบ่งเป็นชุดข้อมูลทั้งหมด ชุดข้อมูลสำหรับฝึก  

               และชุดข้อมูลสำหรับทดสอบ ........................................................................................ 77 

ตารางที่ 20 ผลการทดลองโมเดลข้อมูลเข้าเดี่ยว (Single Input) ใช้ชุดข้อมูล FMLD 5K (3 class)  

               โดยใชโ้มเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR  ............................... 85 

ตารางที่ 21 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล FMLD 5K   

               (3 class) โดยใชโ้มเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR  ............... 86 

ตารางที่ 22 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล FMLD 5K  

               (3 class) ของโมเดลที่ฝึกโดยภาพ SR แบบแบ่งตามประเภท  ..................................... 86 

ตารางที่ 23 ผลการทดลองโมเดลข้อมูลเข้าเดี่ยว (Single Input) ใช้ชุดข้อมูล AFMDK (3 class)  

               โดยใชโ้มเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR  ............................... 87 

ตารางที่ 24 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล AFMDK   

               (3 class) โดยใชโ้มเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR  ............... 87 

ตารางที ่25 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล AFMDK 

               (3 class) ของโมเดลที่ฝึกโดยภาพ SR แบบแบ่งตามประเภท  ..................................... 87 

ตารางที ่26 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล FMLD 5K (3 class) ขนาดเล็ก 

    กว่า 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR และ SR................................... 88 
ตารางที่ 27 ผลการเปรียบเทียบโมเดลข้อมูลเข้าเดี่ยวที่ใช้ชุดข้อมูล AFMDK (3 class) ทีค่ัดเลือกภาพ 

               ที่มีขนาดเล็กกว่า 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR และ SR .............. 89  

ตารางที่ 28 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าท่ีใช้ชุดข้อมูล FMLD 5K (3 class) ขนาด  
               ใหญ่กว่าหรือเทียบเท่า 50 พิกเซล 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR 

               และ SR ....................................................................................................................... 90  

ตารางที่ 29 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าท่ีใช้ชุดข้อมูล AFMDK (3 class) ที่คัดเลือก 
               ภาพที่มีขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR  

               และ SR ....................................................................................................................... 91  

  



(13) 
 

รายการตาราง (ต่อ) 

ตารางที่ 30 แสดงเวลาที่ใช้ในการทำงานของโมเดลตาม Algorithm1 (ไม่ปรับปรุงภาพ) และโมเดล  
               ตาม Algorithm2 (ปรับปรุงภาพ) ................................................................................ 93  

  



(14) 
 

 

รายการภาพประกอบ 

ภาพที่ 1 แสดงขั้นตอนการทํางานของ R-CNN .................................................................................. 5 

ภาพที่ 2 แสดงการทํางานของ YOLO  .............................................................................................. 6 

ภาพที่ 3 แสดงผลลัพธ์การทํางานของ  .............................................................................................. 6 

ภาพที่ 4 Neural Networks แบบ Fully-Connected Feedforward ............................................ 7 

ภาพที่ 5 การทํางานของนิวรอน  ....................................................................................................... 8 

ภาพที่ 6 Convolutional Neural Networks  ................................................................................. 9 

ภาพที่ 7 การทำงานของชั้น Convolutional .................................................................................... 9 

ภาพที่ 8 ภาพแสดง Identity Block (IB) Convolutional Block (CB) และ Layer ภายในของ   

            Resnet ............................................................................................................................ 11 

ภาพที่ 9 สถาปัตยกรรมของ Resnet152  ....................................................................................... 12 

ภาพที่ 10 ผลลัพธ์จากโมเดล CodeFormer ................................................................................... 14 

ภาพที่ 11 ผลลัพธ์ของ BSRGANs เมื่อเทียบกับโมเดลอื่น ๆ  ........................................................... 15 

ภาพที่ 12 ผลลัพธ์ของโมเดล BSRGANs บนภาพข้อมูลเข้า ล่างภาพข้อมูลออก .............................. 16 

ภาพที่ 13 Haar Feature ทีห่าข้อแตกต่างของค่าพิกเซลในพื้นที่สีขาวและสีดำ  ............................. 18 

ภาพที่ 14 ลำดับขึ้นตอนการทำงานของ MTCNN  .......................................................................... 19 

ภาพที่ 15 ความสัมพันธ์ระหว่างค่าความแม่นยํา ค่าความครบถ้วน และค่าความแม่นยําประมาณ 

           ในชว่ง  .............................................................................................................................. 25  

ภาพที่ 16 กราฟแสดงค่าความแม่นยำ ค่าความครบถ้วน และผลกระทบจากความแปรปรวน  ........ 25 

ภาพที่ 17 สถาปัตยกรรมที่ออกแบบโมเดลการตรวจจับใบหน้าสวมหน้ากากข้อมูลเข้าหลายค่า  ..... 34 

ภาพที่ 18 คำสั่งเพ่ือสร้างตัวโหลดชุดข้อมูลที่ปรับค่าของพิกเซลให้อยู่ในช่วง 0-1 ............................ 36 

ภาพที่ 19 คำสั่งโหลดชุดข้อมูลสำหรับฝึก ........................................................................................ 36 

ภาพที่ 20 คำสั่งโหลดข้อมูลสำหรับทดสอบ ..................................................................................... 36 

ภาพที่ 21 คำสั่งสร้างตัวป้อนข้อมูลเข้าให้กับโมเดล โดยสามารถป้อนข้อมูลเข้าของภาพใบหน้า ภาพ 

             บริเวณจมูก และภาพบริเวณปาก.................................................................................... 37  

ภาพที่ 22 สร้างตัวแปรเก็บข้อมูลเข้าสำหรับป้อนให้โมเดล .............................................................. 38 

ภาพที่ 23 คำสั่งสำหรับสร้างเพ่ือเตรียมข้อมูลออกของโมเดลข้อมูลเข้าหลายค่า .............................. 38 



(15) 
 

รายการภาพประกอบ (ตอ่) 

ภาพที่ 24 สร้างชั้น Concatenate เพ่ือรวมข้อมูลออกของโมเดลที่รับข้อมูลเข้าเป็นภาพใบหน้า ภาพ 

             บริเวณจมูก และภาพบริเวณปาก.................................................................................... 39  

ภาพที่ 25 เชื่อมต่อชั้น Concatenate เข้ากับชั้น FC ...................................................................... 39 

ภาพที่ 26 สร้างส่วนรับข้อมูลเข้าท่ีสามารถรับข้อมูลเข้ามากกว่าหนึ่งค่า และสร้างโมเดลข้อมูลเข้า 

             หลายค่า ......................................................................................................................... 40  

ภาพที ่27 คำสั่งเพ่ือตั้งค่าโมเดลให้ใช้งาน optimizer ฟังก์ชันการสูญเสีย และตั้งค่าหน่วยวัด 

             ประสิทธิภาพเป็นค่าความถูกต้อง ................................................................................... 40  

ภาพที่ 28 คำสั่งเพ่ิมความสามารถในขณะฝึกให้ปรับค่าการเรียนรู้ลดลงเมื่อค่าความสูญเสียคงท่ี หรือ 

             หยุดการฝึก..................................................................................................................... 40  

ภาพที่ 29 คำสั่งที่ใช้สำหรับฝึกโมเดล .............................................................................................. 41 

ภาพที่ 30 คำสั่งที่ใช้ทดสอบโมเดล .................................................................................................. 42 

ภาพที่ 31 สรุปโครงสร้างของโมเดลข้อมูลเข้าหลายค่า (โดยแสดงเฉพาะส่วนต้นและส่วนท้ายจาก 

             ทั้งหมด 3,260 บรรทัด) .................................................................................................. 43  

ภาพที่ 32 ตัวอย่างภาพต้นฉบับที่มีภาพใบหน้ามากกว่าหนึ่งภาพ .................................................... 46 

ภาพที่ 33 ผลลัพธ์ของ MTCNN ระบุตำแหน่งของตา จมูก และปาก ............................................... 46 

ภาพที่ 34 ตัวอย่างภาพใบหน้า และผลลัพธ์จาก MTCNN บริเวณจมูกและปาก .............................. 47 

ภาพที่ 35 โหลดชุดคำสั่งของ MTCNN ............................................................................................ 47 

ภาพที่ 36 คำสั่งโหลดโมเดล MTCNN ............................................................................................. 47 

ภาพที่ 37 คำสั่งใช้โมเดลตรวจจับใบหน้าจากภาพ ........................................................................... 47 

ภาพที่ 38 การหา IOU  ................................................................................................................... 48 

ภาพที่ 39 กรอบภาพจริง กรอบภาพที่จำแนก และการใช้งาน IOU ใน Object Detection  .......... 49 

ภาพที่ 40 การนำโมเดล Resnet 3 ตัวมาประกอบกันโดยใช้ชั้น Concatenation .......................... 49 

ภาพที่ 41 ตัวอย่างการ Concatenation ของ Tensor ................................................................... 50 

ภาพที่ 42 ตัวอย่างการ Concatenation ชุดตัวเลข ........................................................................ 50 

ภาพที่ 43 คำสั่งเพ่ือสร้างส่วน Identity Block และ Convolutional Block ของ Resnet............ 51 

ภาพที่ 44 คำสั่งสร้างโมเดล Resnet เริ่มตั้นแต่ข้อมูลเข้า (Input) ไปถึงข้อมูลออก (Output) ........ 52 

ภาพที่ 45 คำสั่งสร้างโมเดล Resnet152 และคำสั่งตั้งค่า block ของ Resnet152 ........................ 53 



(16) 
 

รายการภาพประกอบ (ตอ่) 

ภาพที่ 46 คำสั่งเพ่ือใช้งานโมเดล BSRGANs ................................................................................... 53 

ภาพที่ 47 ตัวอย่างภาพต้นฉบับ (บน) และภาพที่ผ่านการใช้งาน BSRGANs (ล่าง) .......................... 54 

ภาพที ่48 แสดงจำนวนภาพต้นฉบับ ภาพใบหน้าของชุดข้อมูล FMLD แบ่งตามประเภทของใบหน้า  

             และประเภทของชุดข้อมูล .............................................................................................. 56 

ภาพที่ 49 ตัวอย่างชุดข้อมูล FMLD ประเภทสวมหน้ากากถูกต้อง ................................................... 57 

ภาพที่ 50 ตัวอย่างชุดข้อมูล FMLD ประเภทไม่สวมหน้ากาก .......................................................... 57 

ภาพที่ 51 ตัวอย่างชุดข้อมูล FMLD ประเภทสวมหน้ากากไม่ถูกต้อง ............................................... 58 

ภาพที่ 52 ตัวอย่างชุดข้อมูล FMLD แถวบนสุดภาพไม่ชัด แถวกลางภาพเล็ก และแถวล่างสุด 

             ภาพมืด ........................................................................................................................... 58  

ภาพที่ 53 ตัวอย่างชุดข้อมูล AFMDK ประเภทสวมหน้ากากถูกต้อง ................................................ 59 

ภาพที่ 54 ตัวอย่างชุดข้อมูล AFMDK ประเภทไม่สวมหน้ากาก ....................................................... 60 

ภาพที่ 55 ตัวอย่างชุดข้อมูล AFMDK ประเภทสวมหน้ากากไม่ถูกต้อง ............................................ 60 

ภาพที่ 56 แสดงรายละเอียดของภาพใบหน้าในชุดข้อมูล FMLD MTCNN ของกลุ่ม Detected (TP),  

             Detected (FP) และ Not Detected ............................................................................ 61 

ภาพที่ 57 แสดงขั้นตอนการได้มาซึ่งชุดข้อมูล FMLD MTCNN, FMLD 5K, AFMDK ...................... 62 

ภาพที่ 58 แสดงจำนวนภาพใบหน้าของแต่ละส่วนของชุดข้อมูลฝึกท่ีถูกแบ่งออกเป็นส่วนของชุดข้อมูล  

             FMLD MTCNN แบ่งตามประเภทของใบหน้า ................................................................ 63 

ภาพที่ 59 กราฟแสดงประสิทธิภาพของชุดข้อมูล FMLD 5K (2 class) ของโมเดลข้อมูลเข้าเดี่ยวและ 

             โมเดลข้อมูลเข้าหลายค่าที่มีประสิทธิภาพสูงสุด .............................................................. 69  

ภาพที่ 60 กราฟแสดงประสิทธิภาพของชุดข้อมูล FMLD 5K (3 class) ของโมเดลข้อมูลเข้าเดี่ยวและ 

             โมเดลข้อมูลเข้าหลายค่าทีม่ีประสิทธิภาพสูงสุด .............................................................. 69 

ภาพที่ 61 กราฟแสดงประสิทธิภาพเฉลี่ย 3 โมเดลของชุดข้อมูล FMLD MTCNN (2 class) ของ 

             โมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า .......................................................... 73  

ภาพที่ 62 กราฟแสดงประสิทธิภาพเฉลี่ย 3 โมเดลของชุดข้อมูล FMLD MTCNN (3 class) ของเดี่ยว 

             โมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า .......................................................... 73 

ภาพที่ 63 กราฟแสดงประสิทธิภาพของชุดข้อมูล AFMDK (2 class) ของโมเดลข้อมูลเข้าเดี่ยวและ 

             โมเดลข้อมูลเข้าหลายค่าที่มีประสิทธิภาพสูงสุด .............................................................. 75  



(17) 
 

รายการภาพประกอบ (ตอ่) 

ภาพที่ 64 กราฟแสดงประสิทธิภาพของชุดข้อมูล AFMDK (3 class) ของโมเดลข้อมูลเข้าเดี่ยวและ 

             โมเดลข้อมูลเข้าหลายค่า ................................................................................................. 76  

ภาพที่ 65 ขั้นตอนการสร้างชุดข้อมูล ในการทดลองใช้การปรับปรุงภาพ (Image Enhancement) 
             โดยใช้ Super-Resolution (SR)  ................................................................................... 78  

ภาพที่ 66 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซลของ 
             ชุดข้อมูล FMLD 5K ....................................................................................................... 79 

ภาพที่ 67 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดเล็กกว่า 50 พิกเซลของ  
             ชุดข้อมูล FMLD 5K ....................................................................................................... 79 

ภาพที่ 68 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซล  

             ของชุดข้อมูล FMLD 5K ................................................................................................. 80  

ภาพที่ 69 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซลของ 
             ชุดข้อมูล AFMDK .......................................................................................................... 80 

ภาพที่ 70 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดเล็กกว่า 50 พิกเซลของ   

             ชุดข้อมูล AFMDK .......................................................................................................... 81 

ภาพที่ 71 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซล   
             ของชุดข้อมูล AFMDK .................................................................................................... 81 

ภาพที่ 72 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดใหญ่กว่าหรือเทียบเท่า  
             50 พิกเซลของชุดข้อมูล FMLD 5K  ............................................................................... 82 

ภาพที่ 73 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดใหญ่กว่าหรือเทียบเท่า  

             50 พิกเซล ของชุดข้อมูล FMLD 5K ............................................................................... 82  

ภาพที่ 74 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดใหญ่กว่าหรือ  

             เทียบเท่า 50 พิกเซลของชุดข้อมูล FMLD 5K ................................................................. 83  

ภาพที่ 75 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดใหญ่กว่าหรือเทียบเท่า  
            50 พิกเซลของชุดข้อมูล AFMDK ..................................................................................... 83 

ภาพที่ 76 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดใหญ่กว่าหรือเทียบเท่า  

             50 พิกเซลของชุดข้อมูล AFMDK .................................................................................... 84 

ภาพที่ 77 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดใหญ่กว่าหรือ  
             เทียบเท่า 50 พิกเซลของชุดข้อมูล AFMDK .................................................................... 84 



(18) 
 

รายการภาพประกอบ (ตอ่) 

ภาพที่ 78 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล  

             FMLD 5K (3 class) ทดสอบโดยภาพขนาดเล็กกว่า 50 พิกเซล ..................................... 88 

ภาพที่ 79 กราฟเปรียบเทียบประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าของ   

             ชุดข้อมูล AFMDK (3 class) ทดสอบโดยภาพขนาดเล็กกว่า 50 พิกเซล ......................... 89 

ภาพที่ 80 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล  
             FMLD 5K (3 class) ทดสอบโดยภาพขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล  ............. 90 

ภาพที่ 81 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล 
             AFMDK (3 class) ทดสอบโดยภาพขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล  ................ 91 

 



1 

 

บทที่ 1  

บทนำ 

1.1. ความสําคัญและที่มาของงานวิจัย 

การตรวจจับใบหน้าสวมหน้ากาก (Face-mask detection) ใช้ตรวจจับใบหน้าที่
สวมหน้ากาก และไม่สวมหน้ากาก มีข้อมูลเข้า (Input) เป็นภาพดิจิทัลหรือวิดีโอที่เป็นภาพต่อเนื่อง 
การตรวจจับใบหน้าที่สวมหน้ากากคือการตรวจจับวัตถุ (Object Detection) ซึ่งเป็นส่วนหนึ่งใน
คอมพิวเตอร์วิทัศน์ (Computer Vision) [1] ที่เป็นสาขาหนึ่งของปัญญาประดิษฐ์ ต้องอาศัยการ
แยกแยะวัตถุ (Object Recognition) [2] ที่จะฝึกให้คอมพิวเตอร์รู้จักการแยะแยะวัตถุออกจากภาพ
แบบดิจิทัล การแยกแยะวัตถุสามารถแบ่งออกเป็นสามกลุ่มหลัก ๆ ได้แก่ 1) การจําแนกข้อมูลภาพ 
(Image Classification) ที่จะนําภาพมาจําแนกว่าวัตถุในภาพนั้นคืออะไร 2) การจํากัดตําแหน่งของ
วัตถุ (Object Localization) จะสร้างกรอบภาพ (Bounding Box: BB) เพ่ือบอกว่าวัตถุแต่ละวัตถุอยู่
ตําแหน่งไหนของภาพ และ 3) การตรวจจับวัตถุ (Object Detection) [3] การทํางานจะเหมือนการ
ตรวจจับวัตถุผสมกับการจํากัดตําแหน่งของวัตถุ ระบุว่าวัตถุแต่ละวัตถุอยู่ตําแหน่งไหนของภาพ และ
จัดประเภทเป็นอะไร สำหรับการสกัดคุณลักษณะ (Feature Extraction) ในการตรวจจับวัตถุต้องใช้
เทคนิคต่าง ๆ มากมาย เช่น การตรวจจับขอบ การตรวจจับมุม ซึ่งเทคนิคต่าง ๆ นี้ต้องใช้ให้เหมาะสม
ตามลักษณะงาน เช่น สกัดคุณลักษณะเส้นโค้งเพ่ือหาวงกลม โดยแต่ละประเภทของวัตถุมีคุณลักษณะ
จำนวนมากทำให้ใช้เทคนิคในการสกัดคุณลักษณะจำนวนมาก ต้องจัดการตัวแปรมากขึ้น และต้อง
เลือกเทคนิคเพ่ือสกัดคุณลักษณะให้เหมาะสมกับงาน สำหรับการเรียนรู้เชิงลึก (Deep Learning) 
สามารถช่วยแก้ปัญหาต่าง ๆ เมื่อชุดข้อมูลป้อนเข้าไปในโมเดลของโครงข่ายประสาท (Neural 
Networks) โมเดลสามารถหาคุณลักษณะได้ นอกจากนี้การหาวัตถุจากภาพสามารถใช้เทคนิคการ
เลื่อนช่อง (Sliding Window) โดยใช้ช่องขนาดต่าง ๆ เพื่อหาว่าตําแหน่งไหนของภาพมีวัตถุอยู่ซึ่งต้อง
ใช้ทรัพยากรอย่างมาก ส่งผลให้ใช้เวลานาน [4] [5] การเรียนรู้เชิงลึกสามารถใช้แก้ปัญหาการจําแนก
ใบหน้าสวมหน้ากากโดยใช้แนวคิดถดถอยในการจําแนกการสวมหน้ากาก [6] การใช้แนวคิดพ้ืนที่ใน
การจําแนกการสวมหน้ากาก [7] และมีการใช้โมเดลที่พัฒนาโดยใช้การเรียนรู้เชิงลึกเพ่ือตรวจจับ
ใบหน้าร่วมกับนําใบหน้าที่ได้เป็นข้อมูลเข้าให้โมเดลที่ใช้เพ่ือการจําแนกใบหน้าสวมหน้ากาก [8] 
นอกจากนี้โมเดลที่ใช้การเรียนรู้เชิงลึกรับข้อมูลเข้ามากกว่าหนึ่งข้อมูลและข้อมูลเข้าก็ไม่จําเป็นต้อง
เป็นชนิดเดียวกัน [9] 
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ในงานวิจัยชิ้นนี้ได้ศึกษาและพัฒนาโมเดลเพ่ือการรู้จำใบหน้าสวมหน้ากากโดยใช้
การเรียนรู้เชิงลึก มีการใช้ข้อมูลเข้ามากกว่าหนึ่งค่าเพ่ือเพ่ิมประสิทธิภาพของโมเดลให้มีความถูกต้อง
มากขึ้นในการจําแนกประเภทใบหน้าสวมหน้ากาก และมีการใช้งานเทคนิค Super Resolution (SR) 
เพ่ือแก้ปัญหาภาพมีความคมชัดต่ำ 
 

1.2. วัตถุประสงค์ 

เพ่ือสร้างขั้นตอนวิธีโมเดลการเรียนรู้เชิงลึกที่ใช้ข้อมูลเข้าหลายค่าสำหรับการ
ตรวจจับใบหน้าสวมหน้ากาก 

 

1.3. ประโยชน์ที่คาดว่าจะได้รับ  

ได้โมเดลการเรียนรู้เชิงลึกที่ใช้ข้อมูลเข้าหลายค่าสำหรับการตรวจจับใบหน้าสวม
หน้ากากท่ีมีประสิทธิภาพ 

 

1.4. ขอบเขตงานวิจัย 

พัฒนาโมเดลการเรียนรู้เชิงลึกที่ใช้ข้อมูลเข้าหลายค่า โดยใช้ข้อมูลการตรวจจับและ
จำแนกใบหน้าสวมหน้ากาก ซึ่งเป็นชุดข้อมูลมาตรฐาน Face Mask Label Dataset (FMLD) [10] 
และ Andrewmvd Face Mask Detection Kaggle (AFMDK) [11] ในการฝึกและทดสอบ ประเมิน
ประสิทธิภาพด้วยค่า Accuracy Precision Recall และ F1  

 

1.5. ขั้นตอนและระยะเวลาการดําเนินการ 

1.5.1. ระยะเวลาการดําเนินการ  

มิถุนายน 2564 – กันยายน 2566  
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1.5.2. แผนการดําเนินการ 

ตารางที่ 1 แผนการดำเนินงาน 



4 

 

บทที่ 2 

ทฤษฎีและงานวิจัยที่เกี่ยวข้อง 

ในบทนี้จะกล่าวถึงทฤษฎีและงานวิจัยต่าง ๆ ที่เกี่ยวข้องกับการพัฒนาการตรวจจับ
และการจำแนกใบหน้าสวมหน้ากากโดยใช้ข้อมูลเข้าหลายค่ากับการเรียนรู้เชิงลึก ซึ่งประกอบด้วยการ
ตรวจจับวัตถุ (Object Detection) โครงข่ายประสาทเทียม (Artificial Neural Network) โครงข่าย
ประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Networks: CNN) โมเดลการเรียนรู้เชิงลึก
แบบ ResNet การเตรียมข้อมูลภาพก่อนการประมวลผล (Image Processing) การปรับปรุงภาพ 
(Image Enhancement) การปรับปรุงภาพโดยใช้โมเดล CodeFormer และ BSRGANs การสกัด
คุณลักษณะ (Feature Extraction) การจำแนกประเภท (Classification) การจำกัดตำแหน่ ง 
(Localization) การตรวจจับใบหน้า(Face Detection) โมเดลการเรียนรู้เชิงลึกแบบ Multi-task 
Cascaded Convolutional Networks (MTCNN) การเรียนรู้แบบถ่ายโอน (Transfer Learning) 
การวัดประสิทธิภาพของโมเดลการจำแนกประเภทข้อมูล และงานวิจัยที่เกี่ยวข้อง 
 

2.1. การตรวจจับวัตถุ (Object Detection)  

การตรวจจับวัตถุเป็นส่วนหนึ่งในคอมพิวเตอร์วิทัศน์ (Computer Vision) ใช้เพ่ือหา
ตำแหน่งของวัตถุ สามารถแบ่งตามแนวคิดที่ใช้ในการแก้ปัญหา ได้แก่ การตรวจจับวัตถุที่ทำงานตาม
พ้ืนที่ (Region-based Object Detection) [12] หรือการตรวจจับวัตถุที่ทํางานโดยใช้วิธีการถดถอย 
(Regression-based Object Detection) [12]  

การตรวจจับวัตถุโดยใช้แนวคิดเชิงพ้ืนที่ จะเป็นการตรวจจับวัตถุในรูปแบบดั้งเดิม 
คือ สกัดคุณลักษณะเพ่ือหาบริเวณที่คาดว่าจะมีวัตถุอยู่  หลังจากนั้นนํากรอบภาพไปสกัดคุณลักษณะ
และใช้การถดถอยเพ่ือทําให้กรอบภาพจากขั้น Region Proposal พอดีกับขนาดของวัตถุ ตามด้วย
จําแนกประเภทของวัตถุ (Classification) ทำให้แนวคิดนี้มีอีกชื่อเรียกหนึ่งคือการตรวจจับวัตถุสอง
ขั้นตอน โมเดลที่ใช้แนวคิดนี้  ได้แก่ โมเดล R-CNN หรืออีกชื่อหนึ่งคือ Region Based CNN การ
ทํางานของโมเดลนี้แสดงดังภาพที่ 1 เริ่มจากขั้นตอนที่เรียกว่า Region Proposal ซึ่งสร้างกรอบภาพ
ในบริเวณที่สนใจ (Region of Interest: RoI) ซึ่งเป็นบริเวณที่คาดว่าจะมีวัตถุอยู่ และตามด้วยนำ
กรอบภาพไปจำแนกประเภท  ในยุคแรก ๆ ของตระกูล R-CNN จะใช้อัลกอริธึม Selective Search 
เพ่ือทํางานในส่วน Region Proposal หลังจากนั้นมีการแทนที่ด้วย Region Proposal Network ซึ่ง
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ใช้โครงข่ายประสาทเทียม (Artificial Neural Networks: ANN) เพ่ือเสนอบริเวณที่สนใจแทนการใช้
อัลกอริธึม Selective Search [13] 

 

 

ภาพที่ 1 แสดงขั้นตอนการทํางานของ R-CNN [13] 
 
การตรวจจับวัตถุที่ใช้แนวคิดการถดถอยจะแก้ปัญหาการตรวจจับวัตถุโดยทำให้

ปัญหาเป็นปัญหาการถดถอย ที่จะรับภาพเป็นข้อมูลเข้า แล้วนำภาพมาแบ่งออกเป็นตาราง จากนั้น
สกัดคุณลักษณะเพ่ือสร้างกรอบภาพไปพร้อม ๆ กับจำแนกประเภท ซึ่งแตกต่างจากการตรวจจับวัตถุ
ที่ใช้แนวคิดพ้ืนที่ที่สร้างกรอบภาพที่แสดงถึงบริเวณที่คาดว่าจะมีวัตถุอยู่ หลังจากนั้นจึงนำกรอบภาพ
นั้นไปสกัดคุณลักษณะเพ่ิมเติมและจำแนกประเภท การตรวจจับวัตถุที่ใช้แนวคิดการถดถอยจึงมีอีก
ชื่อว่าการตรวจจับวัตถุหนึ่งขั้นตอน  โมเดลที่ใช้แนวคิดนี้ ได้แก่ โมเดล YOLO และ โมเดล SSD  การ
ทํางานของ YOLO จะใช้ Convolutional Neural Network (CNN) 1 ตัว เพ่ือสร้างกรอบภาพ
จำแนก (Predicted Bounding Box) และจำแนกประเภทของกรอบภาพไปพร้อม ๆ กัน การทํางาน
เริ่มต้นจากการแบ่งภาพออกเป็นตารางดังภาพที่ 2 ช่องไหนมีศูนย์กลางของวัตถุอยู่จะถือว่าช่องนั้น
เป็นช่องหลักในการหาวัตถุนั้น โดยแต่ละช่องจะสร้างกรอบภาพออกมาจํานวนหนึ่ง และค่าความ
เชื่อมั่นของกรอบภาพแต่ละอันเพ่ือแสดงถึงโอกาสที่กรอบภาพนั้นจะมีวัตถุอยู่ โดยแสดงค่าความ
เชื่อมั่นต่อประเภทของวัตถุ โดยในแต่ละช่องจะมีค่าความเป็นไปได้ที่บอกว่าวัตถุจะเป็นประเภทไหน 
[14] 
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ภาพที่ 2 แสดงการทํางานของ YOLO [14] 

ผลลัพธ์สุดท้ายของการตรวจจับวัตถุในที่นี้จะใช้การตรวจจับวัตถุของ Wang และ
คณะ [15] ที่ได้นำเสนอการตรวจจับใบหน้าสวมหน้ากากโดยใช้ Pruning YOLO-V4 ร่วมกับ Center 
Loss ตัวอย่างของผลลัพธ์แสดงดังภาพที่ 3 กรอบภาพที่แสดงถึงบริเวณที่ตรวจจับจะใช้สีเพ่ือแสดงถึง
ประเภทต่ าง ๆ  เช่น  ประเภทสวมหน้ ากาก  (with_mask) และประเภทไม่ สวมหน้ ากาก 
(without_mask) เป็นต้น นอกจากนี้จะมีเลขกำกับแสดงถึงความมั่นใจของโมเดลในการจำแนกใน
ประเภทนั้น ๆ ด้วย  
 

 

ภาพที่ 3 แสดงผลลัพธ์การทํางานของ [15] 
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2.2. โครงข่ายประสาทเทียม (Artificial Neural Networks: ANN)  

เป็นเทคนิคที่เลียนแบบจากโครงข่ายประสาทของมนุษย์โดยการสร้างโครงข่าย
ประสาทเพ่ือใช้รับข้อมูลเข้า (Input) ข้อมูลจะผ่านกระบวนการต่าง ๆ ในโครงข่ายและออกมาเป็น
ข้อมูลออก (Output) โดยมีโครงสร้างดังภาพที่ 4 
 

 

ภาพที่ 4 Neural Networks แบบ Fully-Connected Feedforward [16] 
 

นิวรอน (Neural) หรือโหนด (Node) จะรับข้อมูลเข้าที่อาจเป็นข้อมูลจากชุดข้อมูล 
หรือข้อมูลจากนิวรอนในชั้นก่อนหน้า และส่งต่อให้นิวรอนในชั้นถัดไป โดยเส้นเชื่อมระหว่างนิวรอน
แต่ละตัวจะมีน้ำหนัก w มีค่า n เป็นจํานวนเส้นเชื่อม ซึ่งนิวรอนจะนําข้อมูลเข้า (X) จำนวน n ตัว ไป
คูณกับน้ำหนักจากนั้น นําผลลัพธ์ที่จากแต่ละเส้นมารวมกันบวกกับค่าความลําเอียง (Biased: w0) 
หลังจากนั้นจะผ่านฟังก์ชัน Activation (a) ออกมาเป็นข้อมูลออกของนิวรอนนั้นดังภาพที่ 5  ซึ่ง
สามารถคํานวณไดด้ังสมการที่ (1) 

𝑶𝒖𝒕𝒑𝒖𝒕 = 𝒂 ((∑ 𝒙𝒊 ∗ 𝒘𝒊

𝒏

𝒊=𝟏

) + 𝒘𝟎) (
(1) 
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ภาพที่ 5 การทํางานของนิวรอน [16] 

เมื่อข้อมูลเข้าถูกป้อนเข้าไปผ่านชั้นต่าง ๆ ในโครงข่ายประสาทเทียมจนถึงชั้นข้อมูล
ออก จะมีการคํานวณค่าความสูญเสีย (Loss) ที่คํานวณได้โดยเปรียบเทียบข้อมูลออกจาก ANN กับ
ข้อมูลออกจริง ค่าความสูญเสียจะเป็นค่าที่ใช้ในการปรับน้ำหนักให้ ฟังก์ชันระหว่างข้อมูลเข้าและ
ข้ อมู ลออก ใกล้ เคี ย งกั บที่ ต้ อ งการมากที่ สุ ด   ANN มี ห ลายชนิ ด  เช่ น  Fully-Connected 
Feedforward ANN เป็น ANN ที่นิวรอนเชื่อมถึงกันหมด โดยนิวรอนทุกตัวในแต่ละชั้นส่งข้อมูลให้
นิวรอนในชั้นถัดไปทุกตัว และข้อมูลไหลไปทางเดียว สำหรับ Backpropagation ANN เป็น ANN ที่มี
การป้อนค่าย้อนกลับหรืออัตราการเปลี่ยนแปลง (Gradient) ที่คํานวณได้จากค่าความสูญเสีย เพ่ือ
นําไปปรับค่าน้ำหนักเพ่ือเพ่ิมความถูกต้องให้ข้อมูลออก [13-17]  
 

2.3. โครงข่ายประสาทเทียมแบบคอนโวลูชัน (Convolutional Neural Networks: CNN)  

เทคนิคในการเรียนรู้เชิงลึก CNN เป็น NN ที่เพ่ิมชั้น Convolutional เพ่ือใช้ในการ
สกัดคุณลักษณะ (Feature Extraction) ออกมาจากภาพ  ทำให้มีความสามารถในการจําแนก
ประเภทจากภาพ โดย CNN มีโครงสร้างแสดงดังภาพที่ 6 ที่จะมีส่วนข้อมูลเข้า (Input) ตามด้วยส่วน
สกัดคุณลักษณะที่ประกอบไปด้วยชั้น Convolutional และชั้น Pooling หลังจากนั้นจะตามด้วยชั้น 
NN ที่ใช้คุณลักษณะมาจำแนกประเภท 
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ภาพที่ 6 Convolutional Neural Networks [18] 
 

จุดเด่นของ CNN คือ สามารถเรียนรู้คุณลักษณะได้ เอง เนื่องจากแต่ละชั้น 
Convolutional จะมี Filter หรือ Kernel ที่ค่าน้ำหนักที่สามารถเปลี่ยนแปลงได้  คุณลักษณะ
เบื้องต้น ได้แก่ เส้นโค้ง เส้นทแยง เส้นแนวตั้ง เส้นแนวนอน เป็นต้น ซึ่งการจะสกัดคุณลักษณะแต่ละ
ตัวจำเป็นต้องใช้ Filter ที่มีน้ำหนักแตกต่างกันไป ตัวอย่างการทำงานของชั้น Convolutional แสดง
ดังภาพที่ 7 มี Kernel ขนาด 3 x 3 ที่ทำ Convolution ผ่านภาพขนาด 5 x 5 พิกเซล ทำให้ได้ผล
ลัพธ์ออกมาขนาด 3 x 3 

 

ภาพที่ 7 การทำงานของชั้น Convolutional [18] 

การทำงานของ Filter จะดําเนินการคูณเมตริกกับยูนิตแต่ละตัว ตามขนาดของ 
Filter ทําให้ผลลัพธ์ที่ได้เมื่อผ่าน CNN หนึ่งชั้น มีขนาดลดลงตามการตั้งค่าต่าง ๆ ได้แก่ ขนาดของ 
Filter ขนาดของ Stride ที่เป็นตัวกําหนดระยะในการเลื่อนของ Filter และค่า Dilate โดย CNN 
สามารถใช้ Padding เพ่ือรักษาขนาดให้ข้อมูลเข้า และข้อมูลออกมีขนาดเท่ากัน เมื่อได้คุณลักษณะ
แล้วจึงส่งให้ NN เพ่ือทำการจำแนกประเภทต่อไป  
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การปรับน้ำหนักของชั้น Convolutional จะใช้ Gradient จากเทคนิค Gradient 
Descent  Gradient คือค่าที่เป็นตัวชี้วัดความสามารถ และบอกทิศทางของโมเดลว่าฟังก์ชัน ที่โมเดล
เรียนรู้มีความสามารถใกล้เคียงกับที่ต้องการมากแค่ไหน และต้องปรับน้ำหนักอย่างไร  gradient 
คำนวณได้จากค่าความสูญเสียที่ได้จากการนำค่าที่ทำนายได้กับค่าที่เป็นจริงมาคำนวณ  หลักการการ
ทํางานของ CNN มีแนวคิดตามพ้ืนที่การมองเห็นที่ถูกเรียกว่า Reception Field โดยพิกเซลของภาพ
เป็นยูนิตของ Reception Field  การใช้งาน CNN สามารถใช้งานเพ่ือลดรูปของภาพให้มีคุณลักษณะ
ลดลง ให้เหลือเฉพาะคุณลักษณะที่สําคัญและง่ายต่อการเข้าใจ [16-19]  

 
2.4. โมเดลการเรียนรู้เชิงลึกแบบ ResNet  

Resnet เป็นโมเดลการเรียนรู้เชิงลึกท่ีมีหมายเลขท่ีตามหลังโมเดลที่แสดงถึงจํานวน 
layer เช่นเดียวกับ VGG โมเดลถูกพัฒนาขึ้นเพ่ือแก้ปัญหา Vanishing Gradient ที่เกิดขึ้นใน ANN 
แบบ Back Propagation ที่จะนํา Gradient จากชั้นสุดท้ายส่งให้ชั้นก่อนหน้า โดยการส่ง Gradient 
ให้ชั้นก่อนหน้าคูณด้วย Weight Matrix ของชั้นก่อนหน้า ซึ่งเมื่อผ่านชั้นก่อนหน้าไปหลาย ๆ ชั้น จะ
ส่งผลให้ Gradient ลดลง เข้าใกล้ศูนย์เร็วขึ้นส่งผลให้ค่าความแม่นยําถึงจุดอ่ิมตัว หรืออาจมีความ
แม่นยํามีค่าลดลง ResNet จึงแก้ ปัญหาโดยใช้ Shortcut Connections ที่สร้าง Identity Map ส่ง
ให้ชั้น ถัดไปหรือสองชั้นถัดไป เพ่ือลดความผิดพลาดที่ เกิดจากการฝึกฝน ANN ในแต่ละชั้น 
นอกจากนี้ ยั งมีการใช้  Global Average Pooling แทน Fully connected (FC) layer ในการ
จําแนกประเภท เพ่ือลดทรัพยากรท่ีใช้งาน และแก้ปัญหา Overfitting ของ FC layer [20-21]  
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ภาพที่ 8 ภาพแสดง Identity Block (IB) Convolutional Block (CB) และ Layer ภายในของ  
    Resnet 
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ภาพที่ 9 สถาปัตยกรรมของ Resnet152 [21]  

Resnet จะมีชั้นจำนวนมาก โดยชั้นแต่ละชั้นจะถูกสร้างเป็นกลุ่มของชั้นแสดงดัง
ภาพที่ 8 กลุ่มของชั้นที่ 1 (Block Layer1: BL1) ประกอบด้วยสามชั้น คือ ชั้น Convolutional ตาม
ด้วยชั้น Batch Normalization และชั้นสุดท้ายคือชั้น Relu Activation  สำหรับกลุ่มของชั้นที่ 2 
(Block Layer2: BL2) ชั้นแรกของ BL2 จะเป็นชั้น Convolutional ที่มี Stride เป็น 2 แต่ละ BL จะ
ถูกนำไปสร้างเป็น Identity Block (IB) และ Convolutional Block (CB) และจะถูกนำไปสร้างเป็น 
Resnet ต่อไป ภาพที่ 9 แสดงสถาปัตยกรรม Resnet152 ซึ่งแสดงจำนวนของ IB และ CB ของ 
Resnet152 
 

2.5. การเตรียมข้อมูลภาพก่อนการประมวลผล (Image Preprocessing) 

ขั้นตอนในการเตรียมข้อมูลภาพก่อนให้เหมาะสมสามารถช่วยเพ่ิมประสิทธิภาพใน
การตรวจจับวัตถุได้ ประกอบด้วยการทําให้เป็นมาตรฐาน (Normalization) เช่น การเปลี่ยนค่าใน
พิกเซลจาก 0 - 255 เป็น 0 - 1 หรือช่วงอ่ืนตามการใช้งานเพ่ือป้องกันปัญหาที่เกิดขึ้นตามมา เช่น 
เมื่อใช้งาน ANN ถ้าไม่มีการจัดการค่าในพิกเซลของภาพให้เป็นมาตรฐานจะส่งผลให้มีโอกาสเกิดการ
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อ่ิมตัวของ Gradient ขึ้นได้ เนื่องจากค่าขนาดใหญ่ของพิกเซลจะถูกนำไปคูณกับค่าน้ำหนักในนิวรอน 
ส่งผลให้เมื่อคำนวณ Gradient จะได้ Gradient ขนาดเล็กเกินกว่าจะเกินการปรับน้ำหนักได้ [22] 

การเตรียมข้อมูลภาพก่อนการประมวลผลสามารถแก้ปัญหาต่าง ๆ นอกเหนือจาก
ปัญหาที่กล่าวถึงข้างต้น ได้ แก่ปัญหาการรบกวนของภาพ (Noise) ปัญหาภาพมืดเกินไปหรือภาพมีสี
ใดสีหนึ่งมากเกินไป และภาพมีความคมชัดต่ำหรือภาพขนาดเล็ก เป็นต้น ซึ่งเทคนิคที่ใช้แก้ปัญหา
ทั้งหมดนี้เรียกว่าการปรับปรุงภาพ (Image Enhancement) 

 
2.6. การปรับปรุงภาพ (Image Enhancement)  

ภาพที่ใช้เป็นข้อมูลเข้าในการจำแนกประเภทที่ เป็นภาพจากสถานการณ์จริง 
คุณภาพของภาพจะไม่สม่ำเสมอ ภาพอาจมีปัญหาต่าง ๆ เช่น ภาพมีความคมชัดต่ำ ภาพขนาดเล็ก 
ภาพมีการรบกวน ภาพค่อนข้างมืด และอ่ืน ๆ การปรับปรุงภาพจะเป็นเทคนิคที่นำมาช่วยในการ
แก้ปัญหาต่าง ๆ ที่ได้กล่าวมา โดยการเพ่ิมความคมชัดภาพ ขยายขนาดภาพ ลดการรบกวนในภาพ 
และปรับสีของภาพ ซึ่งการปรับปรุงภาพอาจใช้เทคนิคที่เกิดจากสูตรคณิตศาสตร์ เช่น การกำจัดการ
รบกวน (Denoise) เช่น Gaussian Noise ซึ่งสามารถลดการรบกวน แต่ก็ทำให้ภาพมีความคมชัด
ลดลง และการปรับปรุงภาพแสงต่ำ (low-light Image Enhancement) [23] เป็นต้น สำหรับโมเดล
เชิงสถิติ เช่น Histogram Equalization ที่จะเปลี่ยนการกระจายของสีทำให้ภาพที่ได้มีสีที่ ตัดกัน 
(Contrast) มากขึ้น นอกจากนี้ยังมีโมเดลที่แบ่งส่วนประกอบออกเป็นสองส่วน (Decomposition) 
คือ ความสว่าง (Illumination) และ ความสะท้อนแสง (Reflectance) เพ่ือให้สามารถปรับความ
สว่างได้อย่างอิสระ การเพ่ิมความคมชัดของภาพ (Image Sharpening) จะเน้นการเพ่ิมความคมชัด
ของขอบและรายละเอียดของภาพ เช่น Gradient Operator Sharpening หรือ Laplace Operator 
Sharpening [24] สำหรับการปรับปรุงภาพที่ใช้โมเดลการเรียนรู้เชิงลึก (Deep Learning Model) 
เช่น โมเดล SRGANs ESRGANs และ BSRGANs เป็นต้น [25] 
 

2.7. การปรับปรุงภาพโดยใช้โมเดล CodeFormer และ BSRGANs 

ในส่วนของโมเดลเพ่ือใช้ในการปรับปรุงภาพเพ่ือเพ่ิมความคมชัดเป็นการเตรียม
ข้อมูลภาพก่อนการประมวลผล เช่น CodeFormer และ BSRGANs 

CodeFormer พัฒนาโดย Zhou, Chan, Li & Loy [26] โดยใช้แนวคิดเวกเตอรค์
วอนไทซเ์ซชัน (Vector Quantization: VQ) กับ Neural Networks แบบ autoencoder โดยการ
สร้างสร้างคู่มือลงรหัส (Codebook) โดยใช้ภาพคุณภาพสูง (High Quality: HQ) มาป้อนให้กับตัว
เข้ารหัส HQ และส่งคุณลักษณะที่ถูกบีบอัดและแทนที่โดยใช้คู่มือลงรหัส หลังจากนั้นนำคุณลักษณะ
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ไปฝึกตัวถอดรหัส HQ และใช้ตัวแปลง (Transformer) เพ่ือแก้ปัญหาที่ไม่สามารถใช้คู่มือลงรหัสได้
เนื่องจากภาพคุณภาพต่ำ (Low Quality: LQ) ไม่สามารถทำนายให้ตรงกับคู่มือลงรหัส เมื่อลองนำ
โมเดลนี้มาใช้งานผลลัพธ์ที่ได้ไม่เป็นไปตามที่หวังเนื่องจากเม่ือภาพใบหน้าไม่เห็นจมูกหรือปากโมเดลนี้
จะพยายามสร้างจมูกและปากขึ้นมาแสดงดังภาพที่ 10 

 

 

ภาพที่ 10 ผลลัพธ์จากโมเดล CodeFormer 

BSRGANs [27] พัฒนาโดย Zhang, Liang, Gool & Timofte เป็น โมเดลที่ ใช้
เทคนิค Super-Resolution (SR) และ Generative Adversarial Networks (GANs)  โดย SR คือ 
การเพ่ิมรายละเอียดของภาพ ที่รวมการแก้ปัญหาภาพเบลอหรือการกำจัดการรบกวนในภาพ  GANs 
คือการพัฒนาโมเดล 2 โมเดล โมเดลแรกรับข้อมูลเข้าเพ่ือเรียนรู้รูปแบบของข้อมูลนำไปสร้างข้อมูล
ใหม่ให้ได้ใกล้เคียงกับกลุ่มของข้อมูลเข้าที่สุด โมเดลที่สองทำนายข้อมูลเข้าว่าเป็นข้อมูลจากชุดข้อมูล
จริง หรือข้อมูลที่ได้จากโมเดลแรก การนำ GANs ไปใช้กับเทคนิค SR โมเดลแรกจะทำหน้าที่สร้าง
ภาพให้ใกล้เคียงกับภาพก่อนการลดรายละเอียด และเพ่ิมปัญหาต่าง ๆ จนกว่าโมเดลที่สองจะสามารถ
จำแนกข้อมูลเข้าจากโมเดลแรกให้มีความถูกต้องอยู่ที่ครึ่งหนึ่ง หรือหมายความว่าโมเดลที่สองแยก
ความแตกต่างระหว่างภาพจากโมเดลแรกและภาพที่เป็นข้อมูลเข้าจริง ๆ ไม่ได้ BSRGANs พัฒนาโดย
การนำ Enhanced Super-Resolution Generative Adversarial Networks (ESRGANs) มาเพ่ิม
ความสามารถในการแก้ปัญหาความไม่สมจริงของภาพข้อมูลออกเนื่องจากข้อมูลเข้าที่ใช้ฝึกไม่มีปัญหา
ที่ครอบคลุมถึงปัญหาที่เกิดขึ้นในภาพจากสถานการณ์จริง ทำให้ได้โมเดลที่ใช้ข้อมูลเข้านี้ในการฝึกยัง
ไม่สามารถตอบสนองต่อปัญหาจริงได้ วิธีแก้ปัญหาคือสร้างโมเดลเฉพาะสำหรับการสร้างข้อมูลเข้าที่
ครอบคลุมปัญหาจริงมากข้ึน โดยได้พัฒนาโมเดลการย่อยสลาย (Degradation) เพ่ือจำลองผลกระทบ
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ของการย่อยสลายทั้ง 3 ได้แก่ เบลอ การดาวน์แซมปลิ้ง (Downsampling) และการรบกวน มีบริเวณ
มากข้ึนและใกล้เคียงกับสถานการณ์จริงมากข้ึน และใช้การสับเปลี่ยนอย่างสุ่ม ทำให้ภาพรายละเอียด
ต่ำ (Low Resolution: LR) และใช้ลำดับเทคนิคการย่อยสลายไม่เหมือนกัน ผลลัพธ์การเปรียบเทียบ
โมเดล BSRGANs กับโมเดลอ่ืน ๆ แสดงดังภาพที่ 11 และเมื่อทดลองใช้โมเดลได้ผลลัพธ์กับชุดข้อมูล
มาตรฐานจะได้ผลลัพธ์แสดงดังภาพที่ 12 [27] 

 

 

ภาพที่ 11 ผลลัพธ์ของ BSRGANs เมื่อเทียบกับโมเดลอื่น ๆ [27] 



16 

 

 

ภาพที่ 12 ผลลัพธ์ของโมเดล BSRGANs ด้านบนภาพข้อมูลเข้า และด้านล่างภาพข้อมูลออก 

2.8. การสกัดคุณลักษณะ (Feature Extraction)  

ขั้นตอนหนึ่งที่ใช้เพ่ือสกัดคุณลักษณะออกมาจากชุดข้อมูลเพ่ือสร้างเป็นคุณลักษณะ
ใหม่ที่บรรจุลักษณะของข้อมูลที่มีความสําคัญ ช่วยลดความเสี่ยงที่จะเกิด overfitting สามารถเพ่ิม
ความเร็วในการฝึกและเพ่ิมความถูกต้อง เทคนิคต่าง ๆ ที่ใช้ในการสกัดคุณลักษณะ เช่น Principle 
Components Analysis (PCA), Independent Component Analysis (ICA), Linear 
Discriminant Analysis (LDA), Locally Linear Embedding (LLE), t-distributed Stochastic 
Neighbor Embedding (t-SNE) และ ANN เป็นต้น [28] 
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2.9. การจําแนกประเภท (Classification) 

การจําแนกประเภทของวัตถุในภาพโดยการให้คะแนนความเหมือนของวัตถุใน
ประเภทหนึ่ง ๆ ซึ่งเป็นส่วนหนึ่งของการเรียนรู้แบบมีผู้สอน (Supervised Learning) โดยเทคนิคการ
จําแนกประเภทถูกแบ่งออกเป็นสองประเภท ได้แก่ Lazy Learner และ Eager Learner [17] 

Lazy Learner คือ เทคนิคการจําแนกประเภทที่เก็บข้อมูลทั้งหมดของชุดข้อมูล
สําหรับฝึก และนําข้อมูลที่ต้องการจำแนกไปเปรียบเทียบกับข้อมูลที่เก็บไว้ ตัวอย่างเทคนิคที่อยู่ใน
ประเภทนี้ ได้แก่ K-nearest neighbor เป็นต้น  

Eager Learner คือ เทคนิคที่นําข้อมูลเข้าไปสร้างเป็นโมเดลที่ใช้ในการจำแนกโดย
โมเดลจะสร้างข้อสันนิษฐานในการจําแนกประเภทของข้อมูล ทําให้เทคนิคประเภทนี้ใช้เวลานานแต่
ทํางานได้ เร็วกว่า Lazy Learner ตัวอย่างเทคนิคที่ อยู่ ในประเภทนี้  ได้แก่  Support Vector 
Machine (SVM) หรือ ANN เป็นต้น 

 
2.10. การจํากัดตําแหน่ง (Localization)  

การจำกัดตำแหน่งเป็นการหาตําแหน่งของวัตถุในภาพ ใช้กรอบภาพเป็นตัวระบุ
ตําแหน่งของวัตถุ การฝึกใช้กรอบภาพจริง (Ground Truth Bounding Box) ที่แสดงถึงบริเวณที่วัตถุ
อยู่จริงบนภาพ และข้อมูลออก (Output) เป็นกรอบภาพจำแนก ผลการระบุตําแหน่งจะใช้ค่า 
Intersection over Union (IoU) เป็นตัววัดว่าบริเวณที่จำแนกได้ มีวัตถุอยู่จริงหรือไม่ กรอบภาพ
จำแนกใช้การถดถอยขอบเขต (Boundary Regression) เพ่ือลดขอบเขตจนถึงบริเวณที่ต้องการ การ
ถดถอยใช้ CNN ในการหาขอบเขตสุดท้าย กรณีการตรวจจับวัตถุที่ใช้แนวคิดเชิงถดถอย จะทําการ
จํากัดตําแหน่งไปพร้อม ๆ กับการจําแนกประเภท [28-29] 

 
2.11. การตรวจจับใบหน้า (Face Detection) 

การตรวจจับใบหน้าใช้เพ่ือระบุตำแหน่งของใบหน้าและจมูกกับปาก จึงสามารถใช้
เทคนิคการหาใบหน้า เช่น Haar Cascade [30] ที่ใช้ Haar Feature ในการสกัดคุณลักษณะ โดยการ
หาข้อแตกต่างของของค่าพิกเซลในบริเวณพ้ืนที่สีขาวและสีดำแสดงดังภาพที่ 13 รวมกับเทคนิค 
Selective Search และใช้เทคนิคอ่ืน ๆ เช่น Dlib 68 points Face landmark Detection [31] ใน
การนำภาพใบหน้าที่หาได้ไปหาภาพบริเวณจมูก และภาพบริเวณปาก โดยหาจุดที่แสดงถึงส่วนสำคัญ
บนใบหน้าทั้งหมด 68 จุด ที่แสดงถึงโครงหน้า จมูก สันจมูก ปาก ตา และคิ้ว หรือจะใช้เทคนิค หรือ
โมเดลอื่น ๆ เพื่อการหาใบหน้า จมูกและปากก็ได้ 
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ภาพที่ 13 Haar Feature ทีห่าข้อแตกต่างของค่าพิกเซลในพื้นที่สีขาวและสีดำ [32]  

Look At Boundary [33] จะใช้ Heatmap รวมกับการถดถอยเพ่ือหาจุดสำคัญบน
ใบหน้า โดยใช้วิธี Hourglass จำนวน 4 ตัวเพ่ือสร้าง Heatmap ที่แสดงถึงขอบ และนำ Heatmap 
ดังกล่าวไปใช้หาจุดสำคัญบนใบหน้า โมเดล Multi-task Cascaded Convolutional Networks 
(MTCNN) [34] เป็นโมเดลที่มีความสามารถหาใบหน้าพร้อมทั้งตำแหน่งของตา จมูกและปากได้ 
เช่นกัน 
 

2.12. โมเดลการเรียนรู้เชิงลึกแบบ Multi-task Cascaded Convolutional Networks 

      (MTCNN) 

MTCNN เป็นโมเดลที่ถูกพัฒนาขึ้นเพ่ือใช้ในการตรวจจับใบหน้า โดยมีโมเดล 3 ตัว
ทำงานร่วมกันแสดงดังภาพที่ 14 ขั้นตอนที่ 1 เริ่มต้นที่ Proposal Network (P-Net) หาบริเวณที่
น่าจะมีใบหน้า ขั้นตอนที่ 2 Refinement Network (R-Net) จะนำผลลัพธ์ของ P-Net ไปหาบริเวณ
ที่เป็นไปได้มากสุด และสุดท้ายขั้นตอนที่ 3 Output Network (O-Net) จะแสดงกรอบภาพ พร้อม
กับตำแหน่งของจุดสำคัญบนใบหน้า เช่น ตา จมูก และปากเป็นต้น [34] 
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ภาพที่ 14 ลำดับขึ้นตอนการทำงานของ MTCNN [34] 
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2.13. การเรียนรู้แบบถ่ายโอน (Transfer Learning)  

การเรียนรู้แบบถ่ายโอนเป็นเทคนิคหนึ่งที่ใช้ในการเรียนรู้ของเครื่อง (Machine 
Learning) สามารถนําโมเดลที่เคยฝึกฝน (Pretrained Model) กลับมาใช้งานใหม่ โดยโมเดลที่
นำมาใช้จะต้องมีความเกี่ยวข้องกับเป้าหมายที่กำลังทําอยู่ การใช้เทคนิคนี้จะนําน้ำหนักเก่ามาใช้ หรือ
นําคุณลักษณะจากโมเดลเก่ามาใช้ ทําให้ไม่ต้องเริ่มต้นสร้างโมเดลใหม่ขึ้นมาจากศูนย์  ถ้าโมเดลเก่า
เรียนรู้ที่จะสกัดคุณลักษณะเส้นโค้ง ก็จะสามารถนำโมเดลนั้นมาใช้งานกับปัญหาใหม่ที่ต้องตรวจจับ
สิ่งของที่มีเส้นโค้ง เช่น ลูกบอล ทําให้สามารถฝึกฝนโมเดลใหม่ได้เร็วขึ้นเหมาะสําหรับกรณีที่งานนั้นมี
ข้อมูลเข้าไม่มากพอ เมื่อใช้เทคนิคนี้จำเป็นจะต้องมีการปรับ (Tuning) น้ำหนักจากโมเดลเก่าให้
เหมาะสมกับงานปัจจุบัน ถ้าปรับโมเดลใหม่ได้เหมาะสม รวมทั้งโมเดลที่เคยฝึกฝนมีประสิทธิภาพดีจะ
ทําให้ความแม่นยําสูงขึ้นสามารถฝึกโมเดลใหม่ได้เร็วขึ้นและยังสามารถแก้ปัญหา overfitting ที่เกิด
จากการเรียนรู้ข้อมูลเข้าที่ใช้ฝึกฝนมากเกินไป คือทําให้ความแม่นยําสูงในตอนฝึกฝน แต่ตอนใช้งาน
จริงความแม่นยําต่ำ เนื่องจากข้อมูลเข้าเมื่อใช้งานจริง อาจเป็นข้อมูลที่ไม่เคยพบเจอ ข้อสังเกตใน
กรณีที่มีข้อมูลมากพอก็ไม่จำเป็นต้องใช้เทคนิคนี้เพราะอาจส่งผลลบจากการถ่ายโอนสิ่งที่ไม่เกี่ยวข้อง
ทําให้น้ำหนักต่าง ๆ เปลี่ยนไปทําให้ค่าความแม่นยําลดลงได้ การเรียนรู้แบบถ่ายโอนแบ่งออกได้เป็น
สามแบบ ได้แก่ 1) การเรียนรู้แบบถ่ายโอนโดยอุปนัย (Inductive Transfer Learning) ประเภท 2) 
การเรียนรู้แบบถ่ายโอนตัวอย่าง (Instance Transfer Learning) และ 3) การเรียนรู้แบบถ่ายโอนตัว
แปร (Parameter Transfer Learning)  ตัวอย่างโมเดลที่ถูกนํามาใช้งานเพ่ือใช้กับการเรียนรู้ถ่ายโอน 
คือ AlexNet ที่ใช้ในการแข่ง ImageNet ซึ่งมีข้อมูลให้เรียนรู้มากมาย มีประเภทให้จําแนกได้หนึ่งพัน
ประเภท และ MobileNet มีจุดเด่นคือใช้ทรัพยากรน้อย ทำให้สามารถใช้งานในโทรศัพท์หรือระบบ
ฝังตัว (Embeded System) ได้ [35-36] 

 
2.14. การวัดประสิทธิภาพของโมเดลการจําแนกประเภทข้อมูล 

ในหัวข้อนี้จะกล่าวถึงเทคนิคการแบ่งชุดข้อมูลและการประเมินประสิทธิภาพของ
โมเดล ดังรายละเอียดต่อไปนี้ 

 

2.14.1. เทคนิคการแบ่งชุดข้อมูลและเทคนิคการประเมินประสิทธิภาพโมเดล 

Train/Test Split เป็นเทคนิคพ้ีนฐานที่ใช้ในการประเมินประสิทธิภาพของโมเดล 
โดยแบ่งชุดข้อมูลออกเป็น 2 ชุด ได้แก่ ชุดข้อมูลสําหรับฝึก และชุดข้อมูลสําหรับทดสอบตาม
อัตราส่วนที่ต้องการ ชุดข้อมูลสําหรับฝึกมีไว้เพ่ือใช้เป็นข้อมูลเข้าให้แก่โมเดลเพ่ือฝึกโมเดลให้ทำงาน
ตามเป้าหมาย และชุดข้อมูลสําหรับทดสอบมีไว้เพ่ือทดสอบโมเดลประสิทธิภาพของโมเดลในกรณีที่
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พบเจอข้อมูลที่ไม่เคยเจอมาก่อน โดยเทคนิคนี้ไม่เหมาะกับชุดข้อมูลขนาดเล็ก หรือชุดข้อมูลที่จํานวน
ข้อมูลในแต่ละประเภทแตกต่างกันมาก ข้อดีของเทคนิคนี้เมื่อเทียบกับเทคนิคอ่ืน ๆ คือ ความเร็ว 
เนื่องจากประหยัดทรัพยากร แต่มีข้อเสียคือถ้าการแบ่งข้อมูลไม่ดีจะส่งผลต่อประสิทธิภาพโมเดลได้
ง่าย โดยอัตราส่วนที่นิยมใช้กันในการสอน : การทดสอบคือ 80 : 20, 67 : 33 และ 50 : 50 [37] 
 

2.14.2. การประเมินประสิทธิภาพโมเดล 

การประเมินประสิทธิภาพโมเดลสามารถประเมินโดยใช้ค่าที่คํานวณได้จาก 
Confusion Matrix ซึ่งเป็นตารางแสดงถึงปริมาณของผลลัพธ์การจำแนกของโมเดลที่จำแนกได้
ถูกต้องตามประเภทต่าง ๆ (Positive และ Negative) ตัวอย่าง Confusion Matrix แสดงดั ง     
ตารางที่ 2 

 
ตารางที่ 2 ตาราง Confusion Matrix 

  
Predicted Class 

Positive Negative 

Actual Class 
Positive TP FN 

Negative FP TN 
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เมื่อ TP: True Positive จำแนกประเภทถูกต้องตามท่ีสนใจ เช่น สวมหน้ากาก  
ถูกต้อง  
FP: False Positive จำแนกประเภทผิด เช่น จำแนกประเภทเป็นสวมหน้ากาก 
ถูกต้อง แต่ประเภทจริงคือสวมหน้ากากไม่ถูกต้อง 
FN: False Negative จำแนกประเภทผิด เช่น จำแนกประเภทเป็นสวมหน้ากากไม่ 
ถูกต้อง แต่จริง ๆ แล้ว สวมหน้ากากถูกต้อง 
TN: True Negative จำแนกประเภทถูกต้องว่าสวมหน้ากากไม่ถูกต้อง 

 

ตัวชี้วัดประสิทธิภาพสามารถคำนวณได้ดังต่อไปนี้ 

2.14.2.1. ค่าความถกูต้อง (Accuracy)  

ค่าความถูกต้อง คือ ค่าที่แสดงถึงความสามารถในการจําแนกประเภทถูกต้อง ค่า
ความถูกต้องมีค่าเท่ากับการจำแนกที่ถูกต้องทั้งหมดหารด้วยจํานวนค่าทั้งหมดที่จำแนก โดยสามารถ
คํานวณโดยใช้สมการที่ (2) 

 

𝑨𝒄𝒄𝒖𝒓𝒂𝒄𝒚 =
𝑻𝑷 + 𝑻𝑵

𝑷 + 𝑵
 

(
(2) 

 
P: Positive จำนวนประเภทที่เป็นเป้าหมายทั้งหมด 
N: Negative จำนวนประเภทที่ไม่ใช่เป้าหมายทั้งหมด 
 

2.14.2.2. ค่าความแม่นยํา (Precision) 

ค่าความแม่นยำเป็นค่าที่แสดงถึงความแม่นยําในการจำแนกผลลัพธ์อย่างถูกต้องซึ่ง
คํานวณตามประเภท โดยจะนําผลการจำแนกที่ถูกต้องของประเภทนั้น ๆ (TP) หารด้วยผลการจำแนก
ทีจ่ำแนกว่าเป็นประเภทนั้น แต่จริง ๆ แล้ว  อาจเป็นหรือไม่เป็นประเภทนั้น (TP + FP) ตามสมการที่ 
(3) 

 

𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 =
𝑻𝑷

𝑻𝑷 + 𝑭𝑷
 

(
(3) 
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2.14.2.3. ค่าความครบถ้วน (Recall) 

ค่าความครบถ้วนคือค่าที่แสดงถึงความสามารถในการจำแนกผลลัพธ์อย่างถูกต้อง
จากจํานวนข้อมูลในประเภทนั้นๆ ทั้งหมด โดยจะนําผลการจำแนกที่ถูกต้องของประเภทนั้น ๆ (TP) 
หารด้วยผลการจำแนกท่ีทายว่าเป็นประเภทนั้นจริง รวมกับ ผลการจำแนกท่ีทายว่าไม่เป็นประเภทนั้น
แต่จริง ๆ แล้ว เป็นประเภทนั้น  (TP + FN) ตามสมการที่ (4) 

 

𝑹𝒆𝒄𝒂𝒍𝒍 =
𝑻𝑷

𝑻𝑷 + 𝑭𝑵
 

(
(4) 

 

2.14.2.4. ค่า F1 (F1-score) 

ค่า F1 คือค่าที่ใช้วัดประสิทธิภาพของโมเดลในการจำแนกประเภท โดยเน้นไปที่
ความสามารถในการจำแนกประเภทโดยรวม แตกต่างจากค่าความถูกต้องตรงที่ค่า F1 จะสูงก็ต่อเมื่อ
มีค่าความแม่นยำ และค่าความครบถ้วนสูง โดยค่า F1 สามารถคำนวณได้ตามสมการที่ (5) - (6)  
 

𝑭𝟏 =
𝟐𝑻𝑷

𝟐𝑻𝑷 + 𝑭𝑷 + 𝑭𝑵
 

(
(5) 

 

𝑭𝟏 =
𝟐 𝒙 𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 𝒙 𝑹𝒆𝒄𝒂𝒍𝒍

𝑷𝒓𝒆𝒄𝒊𝒔𝒊𝒐𝒏 + 𝑹𝒆𝒄𝒂𝒍𝒍
 

(
(6) 

 

2.14.2.5. ค่าเฉลี่ยของความแม่นยํา (Average Precision: AP)  

ค่าเฉลี่ยของความแม่นยำเป็นค่าที่บอกถึงประสิทธิภาพของโมเดลในการจำแนกใน
แต่ละประเภท โดยใช้ค่าความแม่นยํา ประมาณในช่วงในตําแหน่งหนึ่งของค่าความครบถ้วนจากกราฟ
แสดงดังภาพที่ 15 ซึ่งจะแบ่งช่วงของค่าความครบถ้วนออกเป็น 11 ส่วน เริ่มตั้งแต่ 0 เพ่ิมขึ้นครั้งละ 
0.1 ไปถึง 1.0 และนําค่าความแม่นยําประมาณในช่วงของทุกตําแหน่งนั้นมารวมกัน หารด้วยจํานวน
ของส่วน ผลลัพธ์ที่ได้เป็นค่า AP [38] 
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2.14.2.6. ค่าเฉลี่ยของความแม่นยําทั้งหมดของทุกประเภท (Mean Average Precision: 

mAP)  

ค่าเฉลี่ยของความแม่นยําทั้งหมดของทุกประเภทเป็นค่าหนึ่งที่นิยมใช้แสดงถึง
ประสิทธิภาพของการตรวจจับวัตถุ สามารถคํานวณได้โดยหาค่าเฉลี่ยของค่า AP ของทุก ๆ ประเภท 
ตามสมการที ่(7) [38-39]  

 

𝒎𝑨𝑷 =
𝟏

𝑵
∑ 𝑨𝑷𝒊

𝑵

𝒊=𝟏

 (
(7) 

 

2.14.2.7. ค่าความแม่นยําประมาณในช่วง (Interpolated precision) 

ค่าความแม่นยำประมาณในช่วงเป็นค่าความแม่นยําสูงสุดในขณะที่ค่าความครบถ้วน
เป็นค่าค่าหนึ่ง ใช้เพ่ือลดผลกระทบจากความแปรปรวนที่เกิดจากการจำแนกมีปริมาณไม่มากแสดงดัง
ภาพที่ 15 ที่เมื่อนำค่าความแม่นยำไปสร้างเป็นกราฟแสดงดังภาพที่ 16 จะเกิดความแปรปรวนขึ้น จึง
ใช้ค่าความแม่นยําประมาณในช่วงเพ่ือการคํานวณหาค่า AP โดยใช้พ้ืนที่ใต้กราฟของค่าความแม่นยํา
ประมาณในช่วง และค่าความครบถ้วน โดยจะแบ่งค่าความครบถ้วนเป็น 11 ส่วน เริ่มตั้งแต่ 0 เพ่ิมข้ึน
ครั้งละ 0.1 จนถึง 1.0 นําค่าความแม่นยําประมาณในช่วงสูงสุดในตําแหน่งค่าความครบถ้วนนั้น มา
รวมกันแล้วหารด้วยจํานวนส่วนทั้งหมด  จากภาพที่ 15 และภาพที่  16 AP ที่ได้คือ ((4 x 1) +        
(3 x 0.67) + (4 x 0.5)) = 0.728 
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ภาพที่ 15 ความสัมพันธ์ระหว่างค่าความแม่นยํา ค่าความครบถ้วน และค่าความแม่นยําประมาณ 
                ในชว่ง [38] 

 

ภาพที่ 16 กราฟแสดงค่าความแม่นยำ ค่าความครบถ้วน และผลกระทบจากความแปรปรวน [38]  
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2.15. งานวิจัยที่เกี่ยวข้อง  

การตรวจจับการสวมหน้ากากในช่วงที่ผ่านมามีการวิจัยและพัฒนาอย่างแพร่หลาย 
เนื่องจากสถานการณ์การแพร่ระบาดของไวรัสโควิด 19 ในการศึกษาบทความที่เกี่ยวข้องซึ่งแสดง
รายละเอียดต่าง ๆ ประกอบด้วยการตรวจจับบริเวณใบหน้า พบว่ามีการใช้ 2 วิธีหลัก ได้แก่ วิธีที่ 1 
การแก้ปัญหาโดยใช้แนวคิดพ้ืนที่ (Region Based) ที่จะหาบริเวณที่เป็นใบหน้าหรือคาดว่าจะเป็น
ใบหน้าก่อน แล้วจำแนกประเภท โมเดลในกลุ่มนี้จะเป็นโมเดลที่ใช้ Region Proposal ได้แก่ [7] [10] 
โมเดลในการหาใบหน้า ได้แก่ [8] [40] [41] [42] [43] [44] [45] [46] เป็นต้น วิธีที่ 2 การแก้ปัญหา
โดยใช้แนวคิดการถดถอย (Regression Based) ที่จะสกัดคุณลักษณะและจำแนกประเภทไปพร้อม ๆ 
กับใช้การถดถอยเพ่ือจำกัดตำแหน่ง ได้แก่ [15] [47] [48] [49] [50] [6] [51] [52] [53] เป็นต้น 
นอกจากนี้ในส่วนของการเรียนรู้ยังสามารถใช้งานเทคนิคการเรียนรู้ถ่ายโอน  (Transfer Learning) 
เพ่ือลดระยะเวลาในการฝึกในกรณีที่ประสิทธิภาพไม่ลดลงจากการใช้เทคนิคการเรียนรู้ถ่ายโอน ได้แก่ 
[43] [44] [54] [55] [56] เป็นต้น สำหรับการทำงานของระบบสามารถทำงานได้ในลักษณะของเวลา
จริง (Real Time) เมื่อผู้พัฒนาเน้นการใช้งานจริงมากกว่าประสิทธิภาพในการจำแนกประเภท โดยใช้
ภาพจากกล้องและมีการวัดความเร็วการทำงาน ได้แก่ [57] [58] รายละเอียดการจำแนกตามประเด็น
ต่าง ๆ ตั้งแต่ปี 2020 ถึง 2023 แสดงในตารางที่ 3  
 
ตารางที่ 3 แสดงรายละเอียดบทความเกี่ยวกับการตรวจจับใบหน้าสวมหน้ากากที่ได้ศึกษามา 

Authors Year 
Region 
based 

Regression 
based 

Use 
Transfer 
Learning 

Real 
time 

Buciu [40] 2020     
Kodali, & Dhanekula [41] 2021     
Batagelj, Peer, Štruc, & Dobrišek 
[42] 

2021     

Abbasi, Abdi, & Ahmadi [43] 2021     
Sakshi, Gupta, Singh Yadav, & 
Kumar [44] 

2021     

Gathani, & Shah [7] 2020     
Liu, & Ren [57] 2021     
Zhang, Han, Chun, & Chen [10] 2021     
Podbucki, Suder, Marciniak, & 
Dabrowski [58] 

2020     
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Authors Year 
Region 
based 

Regression 
based 

Use 
Transfer 
Learning 

Real 
time 

Srinivasan, Rujula Singh, Biradar, & 
Revathi [8] 

2021     

Jeny, Shraddha, Ashritha, Sai, & 
Naveen [45] 

2021     

Lin [46] 2022     
Shuangyan, & Huayong [47] 2023     
Vijitkunsawat, & Chantngarm [48] 2020     
Han. Huang, Kuerban, Yan, & Fu 
[49] 

2020     

Youssry & Khattab [50] 2022     
Venkateswarlu, Kakarla, & Prakash 
[54] 

2020     

Oumina, El Makhfi, & Hamdi [55] 2020     
Reddy, Nandini, Mamatha, Reddy, 
& Vishant [56] 

2021     

Bhuiyan, Khushbu, & Islam [6]  2020     
Yang, Feng, Jin, Lei, Gui, & Wang 
[51] 

2020     

Sanjaya, & Rakhmawan [52] 2020     
Wang, Chen, Wei, & Ling [15] 2020     
Karim Sujon, Hossain, Al Amin, 
Bepery, & Rahman [53] 

2022     

 
สำหรับการตรวจจับใบหน้าโดยใช้แนวคิดเชิงพ้ืนที่ (Region Based) ตั้งแต่ปี 2020 

ถึง 2022แสดงรายละเอียดดังตารางที่ 4 เช่นการใช้ Region Proposal หรือโมเดลการเรียนรู้เชิงลึก
เพ่ือหาใบหน้าจากภาพ [7] [10] สำหรับโมเดลพ้ืนฐานในการจำแนกประเภทมีหลายชนิด เช่น 
ResNet50, VGG16, MobileNetV2 และ Custom CNN  บางโมเดลใช้การตรวจจับบริเวณที่สนใจ 
(ROI Detection) และมีการใช้โมเดลที่หลากหลาย เช่น MTCNN, SSD และ YOLOV4 เป็นต้น [53]  
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ตารางที่ 4 การตรวจจับใบหน้าโดยใช้แนวคิดพ้ืนที่แสดงโมเดล และการตรวจจับบริเวณท่ีสนใจ 

Authors Year Dataset Model ROI Detection 

Gathani, & Shah [7] 2020 

 
Custom dataset 
medical masks 

dataset image for 
mask, search for no 

mask 
 

ResNet50 - 

Podbucki, Suder, 
Marciniak, & 
Dabrowski [58] 

2020 Custom dataset Custom CNN 
MTCNN, Haar 

Cascade 

Buciu [40] 2020 Custom dataset Color information SSD 
Zhang, Han, Chun, & 
Chen [10] 

2021 MAFA + Search VGG16 - 

Srinivasan, Rujula 
Singh, Biradar, & 
Revathi [8] 

2021 Custom dataset 
ResNet50, 
Xception, 

MobileNetV2 

DSFD, 
RetinaNetMobileNet 

Kodali, & Dhanekula 
[41] 

2021 MAFA + Others Custom CNN Haar Cascade 

Jeny, Shraddha, 
Ashritha, Sai, & 
Naveen [45] 

2021 Custom dataset Custom CNN MTCNN 

Abbasi, Abdi, & 
Ahmadi [43] 

2021 

Proposed custom 
dataset, which is 

from MAFA, WIDER 
FACE + custom Irania 

Custom CNN YOLOV4 

Sakshi, Gupta, Singh 
Yadav, & Kumar [44] 

2021 

Custom dataset from   
Real-world Masked 
Face Recognition 

Dataset, Face Mask 
Detection dataset, 
kaggle and search. 

NasNetMobile, 
Densenet121, 
MobileNetV2 

Custom CNN 

Batagelj, Peer, Štruc, 
& Dobrišek [42] 

2021 
MAFA + Wider Face 

= FMLD 
Resnet-152 RetinaFace 
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Authors Year Dataset Model ROI Detection 

Karim Sujon, 
Hossain, Al Amin, 
Bepery, & Rahman 
[53] 

2022 

Mikolaj Witkowski’s 
Medical Mask 

dataset on Kaggle + 
PyImageSearch user 
"Prajna Bhandary" 

Fine-tuned 
MobileNetV2 

Open-CV DNN 

Lin [46] 2022 Not imply Color information 
Deep learning 

model 

 
การตรวจจับใบหน้าโดยใช้แนวคิดเชิงถดถอย (Regression Based) ตั้งแต่ปี 2020 

ถึง 2023 แสดงรายละเอียดดังตารางที่ 5 ส่วนใหญ่ใช้โมเดล YOLO และ MobileNet ในการพัฒนา
โมเดลตรวจจับใบหน้าสวมหน้ากาก และมีการใช้เทคนิคต่าง ๆ เช่น การใช้ Center loss เพ่ือช่วยใน
การพั ฒ น าโม เดล  [15] [51] และการใช้  Spatial Separable Convolution และ  Feature 
Enhancement Module (FEM) [49] เป็นต้น [47] นอกจากนี้มีการปรับปรุง YOLOV5 โดยใช้ 
ShuffleNet, CBAM, GhostNet เพ่ือลดทรัพยากรที่ใช้ในการตรวจจับใบหน้าสวมหน้ากากเพ่ือใช้งาน
ในอุปกรณ์ท่ีมีความสามารถในการคำนวณไม่สูง 

 
ตารางที่ 5 การตรวจจับใบหน้าโดยใช้แนวคิดเชิงถดถอยแสดงโมเดลต่าง ๆ ที่ใช้งาน 

Authors Year Dataset Model 
Bhuiyan, Khushbu, & Islam 
[6] 

2020 Custom dataset YOLOV3 

Wang, Chen, Wei, & Ling 
[15] 

2020 

 
medical masks dataset 
images tfrecords from 
Kaggle and hikariming 

virus-maskdataset  

 

Pruning YOLOV4 + Center 
Loss 

Yang, Feng, Jin, Lei, Gui, & 
Wang [51] 

2020 
AIZOOTe team’s 

FaceMaskDetection 
YOLOV5 + Center Loss 

 
Sanjaya, & Rakhmawan 
[52] 
 

2020 
Kaggle dataset + Real-
World Masked Face 

dataset (RMFD) 
MobileNetV2 
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Authors Year Dataset Model 

Vijitkunsawat, & 
Chantngarm [48] 

2020 Prajna Bhandary dataset SVM, KNN, MobileNet 

Han. Huang, Kuerban, Yan, 
& Fu [49] 

2020 
Proposed custom dataset 

COVID-19-Mask 

SSD + spatial separable 
convolution + Feature 
Enhancement Module 

(FEM) 

Venkateswarlu, Kakarla, & 
Prakash [54] 

2020 
1 chandrikadeb7 Face-

Mask-Detection, 2 prajnasb 
observations 

MobileNet + Global 
Pooling 

Oumina, El Makhfi, & 
Hamdi [55] 

2020 
prajnasb observations face 

mask dataset 
VGG19, Xception, 

MobileNet + SVM, KNN 
Reddy, Nandini, Mamatha, 
Reddy, & Vishant [56] 

2021 Custom dataset MobileNetV2 

Liu, & Ren [57] 2021 
Andrewmvd Face Mask 

Detection Kaggle 

Faster R-CNN, YOLOV3, 
YOLOv3 Weighted Loss, 
MobileNetV3 for CNAP, 
YOLONano for CNAP 

Ieamsaard, Charoensook, & 
Yammen [59] 

2021 
Andrewmvd Face Mask 

Detection Kaggle 
YOLOV5 

Youssry & Khattab [50] 2022 Face Mask Detection (FMD) YOLOV5 

Shuangyan, & Huayong 
[47] 

2023 Custom dataset 

Improved YOLOV5 
(ShuffleNet on Backbone, 
CBAM and GhostNet on 

Neck) 

 

การวัดประสิทธิภาพโมเดลที่ ใช้ ในการตรวจจับวัตถุจะใช้ค่าความถูกต้อง 
(Accuracy) ในการวัดประสิทธิภาพการจำแนกประเภทของโมเดลแสดงดังตารางที่ 6  



31 

ตารางที่ 6 ผลลัพธ์ของบทความท่ีใช้หน่วยวัดประสิทธิภาพเป็นค่าความถูกต้องของชุดข้อมูลต่าง ๆ 

Authors Year Dataset Accuracy 
Bhuiyan, Khushbu, & Islam 
[6] 

2020 Custom dataset 96.00 

Oumina, El Makhfi, & Hamdi 
[55] 

2020 
prajnasb observations face mask 

dataset 
97.10 

Venkateswarlu, Kakarla, & 
Prakash [54] 

2020 

 
1 chandrikadeb7 Face-Mask-

Detection, 2 prajnasb observations 
 

99.48/100.00 (ใช้
ชุดข้อมูลสองชุด) 

Sanjaya, & Rakhmawan [52] 2020 
Kaggle dataset + Real-World Masked 

Face dataset (RMFD) 
92.00 

Podbucki, Suder, Marciniak, & 
Dabrowski [58] 

2020 Custom dataset 75.00 

Buciu [40] 2020 Custom dataset 97.25 
Yang, Feng, Jin, Lei, Gui, & 
Wang [51] 

2020 AIZOOTe team’s FaceMaskDetection 97.90 

Srinivasan, Rujula Singh, 
Biradar, & Revathi [8] 

2021 Custom dataset 93.20 

Jeny, Shraddha, Ashritha, Sai, 
& Naveen [45] 

2021 Custom dataset 97.20 

Abbasi, Abdi, & Ahmadi [43] 2021 
Proposed custom dataset, which is 

from MAFA (4,066), WIDER FACE 
(3,894 total), custom Irania 

99.50 

Sakshi, Gupta, Singh Yadav, & 
Kumar [44] 

2021 

custom dataset from   Real-world 
Masked Face Recognition Dataset, 

Face Mask Detection dataset, kaggle 
and search. 

99.48 

Batagelj, Peer, Štruc, & 
Dobrišek [42] 

2021 MAFA + Wider Face = FMLD 98.93 

Kodali, & Dhanekula [41] 2021 MAFA + Others 96.40 

Karim Sujon, Hossain, Al 
Amin, Bepery, & Rahman [53] 

2020 
Mikolaj Witkowski’s Medical Mask 

dataset on Kaggle + PyImageSearch 
user "Prajna Bhandary" 

98.60 

Lin [46] 2022 Not imply ~95.00 
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การวัดประสิทธิภาพโดยใช้ mAP แสดงถึงประสิทธิภาพของโมเดลในการจำกัด
ตำแหน่งของวัตถุ และการจำแนกประเภท ตั้งแต่ปี 2020 ถึง 2023 ดังแสดงในตารางที่ 7 มีการ
กำหนดค่า mAP@0.5 กล่าวคือ IoU มีค่าเท่ากับ 0.5 หมายถึงต้องมีพ้ืนที่ทับซ้อนกันของกรอบภาพ
จำแนก และกรอบภาพจริงมากกว่าหรือเท่ากับ 50% การจำแนกประเภทจึงจะถือว่าจำแนกได้ถูกต้อง  
 
ตารางที่ 7 ผลลัพธ์ของบทความท่ีใช้หน่วยวัดประสิทธิภาพเป็น mAP ของชุดข้อมูลต่าง ๆ 

Authors Year Dataset mAP 
Bhuiyan, Khushbu, & Islam [6] 2020 Custom dataset 96.00 

Gathani, & Shah [7] 2020 
custom dataset medical masks 

dataset image for mask, search for 
no mask 

85.82 

Wang, Chen, Wei, & Ling [15] 2020 
medical masks dataset images 

tfrecords from Kaggle and hikariming 
virus-maskdataset 

80.75 

Han. Huang, Kuerban, Yan, & Fu 
[49] 

2020 
Proposed custom dataset COVID-19-

Mask 
90.90 

Liu, & Ren [57] 2021 MAFA + Wider Face = FMLD 
90.75 +- 

0.99 
Batagelj, Peer, Štruc, & Dobrišek 
[42] 

2021 MAFA + Wider Face + Others 98.00 

Shuangyan, & Huayong [47] 2023 Custom dataset 93.20 
Youssry & Khattab [50] 2022 Face Mask Detection (FMD) 84.80 
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บทที่ 3 

วิธีการพัฒนาโมเดลข้อมลูเข้าหลายค่า 

เนื้อหาในบทนี้จะอธิบายวิธีการพัฒนาโมเดลข้อมูลเข้าหลายค่าที่ใช้ในการตรวจจับ
ใบหน้าสวมหน้ากาก การพัฒนาโมเดลข้อมูลเข้าหลายค่าเกิดขึ้นเนื่องจากผู้วิจัยเห็นถึงข้อแตกต่าง
ระหว่างประเภททั้ง 3 ประเภทของใบหน้าสวมหน้ากาก ได้แก่ ประเภทแรก คือ สวมหน้ากากถูกต้อง 
(with_mask) จะมีการสวมหน้ากากปิดทั้งบริเวณจมูก และปาก ไม่สามารถเห็นทั้งสองส่วนนี้ได้ 
ประเภทที่สองไม่สวมหน้ากาก (without_mask) เมื่อไม่มีอะไรมาบังใบหน้าจะเห็นบริเวณจมูกและ
ปากชัดเจน และประเภทที่สามสวมหน้ากากไม่ถูกต้อง (wear_mask_incorrect) ที่เป็นไปได้ตั้งแต่
เห็นทั้งบริเวณจมูกและปาก เห็นอย่างใดอย่างหนึ่ง หรือเห็นแค่บางส่วน ผู้วิจัยจึงพัฒนาโมเดลข้อมูล
เข้าหลายค่าเพ่ือรับภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณปากเพ่ือใช้ในการจำแนกประเภท
การสวมหน้ากาก ได้ทดลองออกแบบโมเดลที่สามารถรับข้อมูลเข้าหลายค่าเป็นภาพใบหน้า ภาพ
บริเวณจมูก และภาพบริเวณปาก ออกแบบสถาปัตยกรรมที่ทำหน้าที่ตรวจจับภาพใบหน้า ภาพ
บริเวณจมูก และภาพบริเวณปาก และโมเดลที่สกัดคุณลักษณะและจำแนกประเภท 

ในบทนี้จะกล่าวถึง การออกแบบสถาปัตยกรรมและขั้นตอนวิธีสร้างและทดสอบ
โมเดล การตรวจจับใบหน้า จมูก และปากโดยใช้  MTCNN การสกัดคุณลักษณะ (Feature 
Extraction) และการจำแนกประเภท (Classification) และการปรับปรุงภาพโดยโมเดลการเรียนรู้เชิง
ลึกแบบ BSRGANs 
 

3.1. การออกแบบสถาปัตยกรรมและขั้นตอนวิธีสร้างและทดสอบโมเดล 

การตรวจจับใบหน้าที่กล่าวมาจะใช้ข้อมูลจากภาพใบหน้าเพียงอย่างเดียว หรือสกัด
ข้อมูลจากภาพใบหน้า กรณีการจำแนกประเภทของใบหน้าสวมหน้ากากสังเกตได้ว่าประเภทสวม
หน้ากากถูกต้องจะมีการสวมหน้ากากเรียบร้อยปิดทั้งบริเวณจมูกและปาก ในขณะที่ประเภทไม่สวม
หน้ากากจะเห็นบริเวณจมูกและปากชัดเจน เมื่อไม่มีอะไรมาบังใบหน้า และประเภทสวมหน้ากากไม่
ถูกต้องที่อาจเหมือนประเภทไม่สวมหน้ากากที่เห็นบริเวณจมูกและปาก แต่บางส่วนของใบหน้าถูกปิด 
หรือเห็นแค่บริเวณจมูกปากอย่างใดอย่างหนึ่ง ผู้วิจัยจึงสร้างโมเดลข้อมูลเข้าหลายค่าเพ่ือรับภาพ
ใบหน้า ภาพบริเวณจมูก และภาพบริเวณปากเพ่ือใช้ในการจำแนกประเภทการสวมหน้ากาก 
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สถาปัตยกรรมของโมเดลข้อมูลเข้าหลายค่าเริ่มต้นจากการนำภาพต้นฉบับส่งไปให้
โมเดลที่ใช้ตรวจจับใบหน้าแสดงดังภาพที่ 17 ภาพต้นฉบับ (Raw Image) จากชุดข้อมูล จะถูกส่งไป
ให้โมเดลที่ใช้ตรวจจับใบหน้าที่มีความสามารถตรวจจับภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณ
ปาก (Face Nose Mouth Detection) หลังจากนั้นภาพทั้งหมดที่ได้จะถูกส่งไปสกัดคุณลักษณะ 
(Feature Extraction) และคุณลักษณะจากแต่ละภาพจะถูกรวมเข้าด้วยกันและส่งไปใช้ในการ
จำแนกประเภท (Classification) ในชั้น Fully Connected (FC)  

 

ภาพที่ 17 สถาปัตยกรรมที่ออกแบบโมเดลการตรวจจับใบหน้าสวมหน้ากากข้อมูลเข้าหลายค่า 

รายละเอียดการทำงานเป็นไปดัง Algorithm 1 สำหรับชุดข้อมูลฝึก ขั้นตอนที่ 1 จะ
อ่านข้อมูลภาพ (Raw Image) และนำข้อมูลที่อ่านได้ไปใช้ในขั้นตอนที่ 2 เพ่ือตรวจจับใบหน้าโดยใช้
โมเดล Multi-task Cascaded Convolutional Networks (MTCNN) ทำให้ได้ภาพข้อมูลเข้าเป็น
ภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณปาก ขั้นตอนที่ 3 – 5 ปรับขนาดภาพใบหน้า ภาพ
บริเวณจมูก และภาพบริเวณปากให้มีขนาด 224 x 224 พิกเซล เพ่ือให้ตรงตามขนาดข้อมูลเข้าของ
โมเดล Resnet 152 ขั้นตอนที่ 6 ใช้คำสั่ง (แสดงดังภาพที่ 18) เพ่ือสร้างตัวโหลดชุดข้อมูลที่ปรับค่า
ของพิกเซลให้อยู่ในช่วง 0-1 ขั้นตอนที่ 7 ใช้คำสั่ง (แสดงดังภาพที่ 19 และภาพที่ 20) เพ่ือโหลดชุด
ข้อมูลสำหรับฝึกและชุดข้อมูลสำหรับทดสอบ ชุดข้อมูลสำหรับฝึกจะใช้คำสั่งให้สุ่มข้อมูลเข้า และตั้ง
ค่า Seed สำหรับก่อนการสุ่มเพ่ือให้ภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณปาก สุ่มได้ภาพ
ที่มาจากภาพต้นฉบับเดียวกัน หลังจากนั้นสร้างตัวป้อนข้อมูลแบบหลายค่าให้กับโมเดล (แสดงดังภาพ
ที่ 21) และใช้คำสั่ง (แสดงดังภาพที่ 22) เพ่ือสร้างตัวแปรเก็บข้อมูลเข้าสำหรับส่งให้โมเดลข้อมูลเข้า
หลายค่า ขั้นตอนที่ 8 สร้างโมเดล Resnet 152 สำหรับการสกัดคุณลักษณะจากชุดข้อมูล และรวม
คุณลักษณะที่สกัดได้ในขั้นตอนที่ 9 และนำไปเชื่อมกับชั้น Fully Connected ในขั้นตอนที่ 10 และ
ประกอบเป็นโมเดลข้อมูลเข้าหลายค่าในขั้นตอนที่ 11 และกำหนดรูปแบบการฝึกโมเดลในขั้นตอนที่ 
12 โดยใช้ Optimizer เป็น Adam และค่าความสูญเสียที่ใช้ Crossentropy สุดท้ายจะฝึกโมเดลใน
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ขั้นตอนที่ 13 จำนวน 200 รอบ ในส่วนของการทดสอบโมเดลในขั้นตอนที่ 14 - 20 เป็นเช่นเดียวกับ
ขั้นตอนที่ 1 -7 ของชุดข้อมูลฝึกแต่เปลี่ยนชุดข้อมูลเป็นชุดข้อมูลสำหรับทดสอบ จากนั้นในขั้นตอนที่ 
21 ใช้ชุดข้อมูลทดสอบจำแนกประเภทใบหน้า 

 

ขั้นตอนวิธีที่ใช้ในการสร้างและทดสอบโมเดลข้อมูลเข้าหลายค่าแสดงดัง Algorithm 1  

 Algorithm 1: Face-Mask Detection and Classification using Multiple Inputs 
 Training Process 
1. อ่านข้อมูลภาพ   
2. ตรวจจับบริเวณภาพใบหน้า  โดยใช้ MTCNN                                         //(หัวข้อ 3.2)  
3. ปรับขนาดภาพใบหน้าเป็น 224x224 
4. ตรวจจับบริเวณจมูกได้ภาพขนาด 50x50 และปรับขนาดเป็น 224x224 
5. ตรวจจับบริเวณปากได้ภาพขนาด 100x50 และปรับขนาดเป็น 224x224 
6. ปรับช่วงค่าสีให้อยู่ระหว่าง 0 ถึง 1 
7. สำหรับชุดข้อมูลสร้างข้อมูลเข้าที่ประกอบด้วย                                    //(ภาพที่ 21,28)  

    กรณี 1 ภาพ คือ ภาพใบหน้า หรือ ภาพบริเวณจมูก หรือ ภาพบริเวณปาก   
    กรณี 2 ภาพ คือ ภาพใบหน้าและภาพบริเวณจมูก หรือ ภาพใบหน้าและภาพบริเวณปาก 
หรือ ภาพบริเวณจมูกและภาพบริเวณปาก 
    กรณี 3 ภาพ คือ ภาพใบหน้า ภาพบริเวณจมูก และ ภาพบริเวณปาก   

8. สร้างโครงสร้างโมเดล ResNet152 สำหรับใบหน้า จมูก และปาก โดยกำหนดชั้นส่งออก
คุณลักษณะเป็นชั้น Global Average Pooling                                                        
//(ภาพ 18) (หัวข้อ 3.3) 

9. สร้างชั้นรวมคุณลักษณะใบหน้า จมูก และปากซ่ึงเป็นค่าส่งออกจากชั้น Global Average 
Pooling                                                                               //(ภาพ 24) 
(ในตอนนี้โครงสร้างโมเดลสำหรับใบหน้า จมูก และปาก ในข้อ 8 จะถูกรวมโครงสร้างเข้า
ด้วยกัน) 

10.  สร้างชั้นแบบ Fully Connected layer ที่มีจำนวนโหนดเท่ากับจำนวนคลาส  //(ภาพ 25) 
11. สร้างชั้นนำเข้าแบบข้อมูลเข้าหลายค่าประกอบด้วยภาพใบหน้า จมูก และปาก โดยเชื่อมชั้น

นำเข้าของแต่ละโมเดลในข้อ 8                                                           //(ภาพ 26) 
12. กำหนดรูปแบบการฝึกโมเดล ได้แก่ ค่า optimizer ค่า loss และการเพิ่มความสามารถในขณะ

ฝึก                                                                                          //(ภาพ 27,28) 
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 Algorithm 1: Face-Mask Detection and Classification using Multiple Inputs 
13. ฝึกโมเดลโดยใช้ชุดข้อมูลฝึก จำนวน 200 รอบ                                    //(ภาพ 29)  
 Testing Process 
14. อ่านข้อมูลภาพ   
15. ตรวจจับบริเวณภาพใบหน้า  โดยใช้ MTCNN                                       //(หัวข้อ 3.2) 
16. ปรับขนาดภาพใบหน้าเป็น 224x224 
17. ตรวจจับบริเวณจมูกได้ภาพขนาด 50x50 และปรับขนาดเป็น 224x224 
18. ตรวจจับบริเวณปากได้ภาพขนาด 100x50 และปรับขนาดเป็น 224x224 
19. ปรับช่วงค่าสีให้อยู่ระหว่าง 0 ถึง 1 
20. สำหรับชุดข้อมูลสร้างข้อมูลเข้าที่ประกอบด้วย                                     

   กรณี 1 ภาพ คือ ภาพใบหน้า หรือ ภาพบริเวณจมูก หรือ ภาพบริเวณปาก   
   กรณี 2 ภาพ คือ ภาพใบหน้าและภาพบริเวณจมูก หรือ ภาพใบหน้าและภาพบริเวณปาก 
หรือ ภาพบริเวณจมูกและภาพบริเวณปาก 
   กรณี 3 ภาพ คือ ภาพใบหน้า ภาพบริเวณจมูก และ ภาพบริเวณปาก   

21. ป้อนข้อมูลเข้าโมเดลเพื่อจำแนกการใส่หน้ากาก                                     //(ภาพ 30) 
 

 

ภาพที่ 18 คำสั่งเพ่ือสร้างตัวโหลดชุดข้อมูลที่ปรับค่าของพิกเซลให้อยู่ในช่วง 0-1 

 

ภาพที่ 19 คำสั่งโหลดชุดข้อมูลสำหรับฝึก 

 

ภาพที่ 20 คำสั่งโหลดข้อมูลสำหรับทดสอบ 
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ภาพที่ 21 คำสั่งสร้างตัวป้อนข้อมูลเข้าให้กับโมเดล โดยสามารถป้อนข้อมูลเข้าของภาพใบหน้า ภาพ  
    บริเวณจมูก และภาพบริเวณปาก 
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ภาพที่ 22 สร้างตัวแปรเก็บข้อมูลเข้าสำหรับป้อนให้โมเดล 

 
หลังจากนั้นจะใช้คำสั่งแสดงดังภาพที่  23 เพ่ือนำข้อมูลออกจากชั้น Global 

Average Pooling มาเป็นข้อมูลออกของโมเดลย่อยที่อยู่ภายในทั้ง 3 โมเดล พร้อมทั้งตั้งค่าโมเดลให้
สามารถฝึกได้ และนำข้อมูลออกของโมเดลย่อยส่งให้ชั้น Concatenate แสดงดังภาพที่ 24 ซึ่งจะส่ง
ข้อมูลออกไปให้ ชั้ น  FC ทำการจำแนกประเภทแสดงดั งภาพที่  25 s_model, s_model2, 
s_model3 คือ โมเดล Resnet ที่รับข้อมูลเข้าเป็นภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณปาก
ตามลำดับ โดยใช้ตัวแปร training เพ่ือตั้งค่าชั้นต่าง ๆ ในโมเดลในที่นี้จะตั้งค่า training เป็นจริงเพ่ือ
ฝึกโมเดล output_layer_index จะเป็น index เพ่ือรับค่าข้อมูลออกจากชั้นตามตัวแปรนี้ รับค่า
ข้อมูลออกจากชั้น Global Average Pooling ของโมเดล Resnet 

 

 

ภาพที่ 23 คำสั่งสำหรับสร้างเพ่ือเตรียมข้อมูลออกของโมเดลข้อมูลเข้าหลายค่า 
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ภาพที่ 24 สร้างชั้น Concatenate เพ่ือรวมข้อมูลออกของโมเดลที่รับข้อมูลเข้าเป็นภาพใบหน้า ภาพ 
   บริเวณจมูกและภาพบริเวณปาก 
 

 

ภาพที่ 25 เชื่อมต่อชั้น Concatenate เข้ากับชั้น FC 
 

คำสั่งแสดงดังภาพที่ 26 จะนำผลลัพธ์ที่ได้จากภาพที่ 25 และข้อมูลเข้าจากโมเดล
ย่อยมาสร้างเป็นโมเดลข้อมูลเข้าหลายค่าที่สามารถรับข้อมูลเข้าเป็นภาพใบหน้า ภาพบริเวณจมูก 
และภาพบริเวณปาก หลังจากนั้นจะใช้คำสั่งแสดงดังภาพที่ 27 เพ่ือตั้งค่าตัว Optimizer ในที่นี้ใช้ 
Adam ฟังก์ชันการสูญเสีย เป็น Crossentropy และตั้งค่าหน่วยวัดประสิทธิภาพเป็นค่าความถูกต้อง 
พร้อมทั้งเพ่ิมความสามารถให้ขณะฝึกมีการปรับค่าการเรียนรู้ให้ลดลง เมื่อค่าความสูญเสียคงท่ี เพื่อให้
โมเดลมีประสิทธิภาพสูงขึ้น เมื่อเทียบกับโมเดลที่ไม่มีการปรับค่าการเรียนรู้ขณะฝึก และในกรณีที่การ
ปรับค่าการเรียนรู้ไม่ทำให้โมเดลมีประสิทธิภาพเพ่ิมข้ึน จะหยุดการฝึกโมเดล 
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ภาพที่ 26 สร้างส่วนรับข้อมูลเข้าท่ีสามารถรับข้อมูลเข้ามากกว่าหนึ่งค่า และสร้างโมเดลข้อมูลเข้า 
               หลายค่า 

 

ภาพที่ 27 คำสั่งเพ่ือตั้งค่าโมเดลให้ใช้งาน optimizer ฟังก์ชันการสูญเสีย และตัง้ค่าหน่วยวัด 
        ประสิทธิภาพเป็นค่าความถูกต้อง 

 

ภาพที่ 28 คำสั่งเพ่ิมความสามารถในขณะฝึกให้ปรับค่าการเรียนรู้ลดลงเมื่อค่าความสูญเสียคงท่ี หรือ 
             หยุดการฝึก 

สุดท้ายใช้คำสั่งแสดงดังภาพที่ 29 เพ่ือฝึกโมเดลข้อมูลเข้าหลายค่า และใช้คำสั่ง
แสดงดังภาพที่ 30 เพ่ือทดสอบโมเดลร่วมกับชุดข้อมูลสำหรับทดสอบ 
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ภาพที่ 29 คำสั่งที่ใช้สำหรับฝึกโมเดล 

Algorithm 2 จะเป็นขั้นตอนวิธีที่ใช้สร้างและทดสอบโมเดลข้อมูลเข้าหลายค่าและ
การปรับปรุงภาพ (SR) ขั้นตอนแรกจะทำตามขั้นตอนที่ 1 – 2 จะไม่แตกต่างจาก Algorithm 1 
จากนั้นเพ่ิมขั้นตอนการใช้ BSRGANs เพ่ิอปรับปรุงภาพใบหน้า และเพ่ิมความคมชัดจนภาพมีขนาด
มากกว่า 224 x 224 ตามขั้นตอนที่ 3 ในขั้นตอนที่ 4 จะปรับขนาดภาพใบหน้าให้มีขนาดเป็น 224 x 
224 ขั้นตอนที่ 5 จะนำภาพใบหน้าไปหาภาพบริเวณจมูกและภาพบริเวณปาก โดยใช้ MTCNN 
จากนั้นจึงดำเนินการปรับขนาดภาพบริเวณจมูกและภาพบริเวณปากให้เป็นขนาด 224 x 224 ตาม
ขั้นตอนที่ 6 – 7 และปรับค่าของพิกเซลให้อยู่ในช่วง 0 - 1 ในขั้นตอนที่ 8 ในขั้นตอนที่ 8 – 15 จะ
ดำเนินการเช่นเดียวกับขั้นตอนที่ 6 -13 ของ Algorithm 1 ในส่วนของการทดสอบเริ่มต้นตั้งแต่
ขั้นตอนที่ 16 ซึ่งทำซ้ำขั้นตอนที่ 1 – 9 กับชุดข้อมูลสำหรับทดสอบ และทดสอบโมเดลในขั้นตอนที่ 
25 
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ภาพที่ 30 คำสั่งที่ใช้ทดสอบโมเดล 

จากกระบวนการที่ได้กล่าวมาข้างต้น โมเดลที่พัฒนาตามสถาปัตยกรรมที่ออกแบบ
ไว้ เมื่อแสดงข้อมูลชั้นและพารามิเตอร์แบบสรุปจะแสดงดังภาพที่ 31 จะเห็นว่าในชั้นข้อมูลเข้าข้อมูล
เข้าที่เป็นภาพใบหน้า ภาพจมูก และภาพปาก จะไม่เชื่อมกัน และถูกดำเนินการในชั้น conv แยกจาก
กันจนกระทั่งถึงชั้น avg_pool จึงมีการเชื่อมต่อกันเป็นข้อมูลเข้าคุณลักษณะเข้าสู่ส่วน FC เพ่ือ
จำแนกประเภทของภาพ 
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  ภาพที่ 31 สรุปโครงสร้างของโมเดลข้อมูลเข้าหลายค่าที่ออกแบบ (โดยแสดงเฉพาะส่วนต้นและ  
               สว่นท้าย จากทั้งหมด 3,260 บรรทัด) 
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นอกจากนี้ในงานนี้ยังได้มีการพัฒนาขั้นตอนวิธีเพ่ิมเติมโดยมีการใช้เทคนิค Super 
Resolution (SR) ปรับปรุงคุณภาพของรูปภาพก่อนนำเข้าสู่โมเดลเพื่อการจำแนกดังขั้นตอนวิธีที่ใช้ใน
การสร้างและทดสอบโมเดลโดยใช้ SR แสดงดัง Algorithm 2  

 Algorithm 2: Face-Mask Detection and Classification using Multiple Inputs 
and SR 

 Training Process 
1. อ่านข้อมูลภาพ   
2. ตรวจจับบริเวณภาพใบหน้า  โดยใช้ MTCNN                                          
3. ใช้ BSRGANs ปรับปรุงภาพใบหน้าจนภาพมีขนาดมากกว่า 224 x 224 
4. ปรับขนาดภาพใบหน้าเป็น 224x224 
5. ตรวจจับภาพบริเวณจมูกและภาพบริเวณปาก  โดยใช้ MTCNN 
6. ตรวจจับบริเวณจมูกได้ภาพขนาด 50x50 และปรับขนาดเป็น 224x224 
7. ตรวจจับบริเวณปากได้ภาพขนาด 100x50 และปรับขนาดเป็น 224x224 
8. ปรับช่วงค่าสีให้อยู่ระหว่าง 0 ถึง 1 
9. สำหรับชุดข้อมูลสร้างข้อมูลเข้าที่ประกอบด้วย                                     

    กรณี 1 ภาพ คือ ภาพใบหน้า หรือ ภาพบริเวณจมูก หรือ ภาพบริเวณปาก   
    กรณี 2 ภาพ คือ ภาพใบหน้าและภาพบริเวณจมูก หรือ ภาพใบหน้าและภาพบริเวณปาก 
หรือ ภาพบริเวณจมูกและภาพบริเวณปาก 
    กรณี 3 ภาพ คือ ภาพใบหน้า ภาพบริเวณจมูก และ ภาพบริเวณปาก   

10. สร้างโครงสร้างโมเดล ResNet152 สำหรับใบหน้า จมูก และปาก โดยกำหนดชั้นส่งออก
คุณลักษณะเป็นชั้น Global Average Pooling                                                         

11. สร้างชั้นรวมคุณลักษณะใบหน้า จมูก และปากซ่ึงเป็นค่าส่งออกจากชั้น Global Average 
Pooling  
(ในตอนนี้โครงสร้างโมเดลสำหรับใบหน้า จมูก และปาก ในข้อ 10 จะถูกรวมโครงสร้างเข้า
ด้วยกัน) 

12.  สร้างชั้นแบบ Fully Connected layer ที่มีจำนวนโหนดเท่ากับจำนวนคลาส   
13. สร้างชั้นนำเข้าแบบข้อมูลเข้าหลายค่าประกอบด้วยภาพใบหน้า จมูก และปาก โดยเชื่อมชั้น

นำเข้าของแต่ละโมเดลในข้อ 8                                                                      
14. กำหนดรูปแบบการฝึกโมเดล ได้แก่ ค่า optimizer ค่า loss และการเพิ่มความสามารถในขณะ

ฝึก 
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 Algorithm 2: Face-Mask Detection and Classification using Multiple Inputs 
and SR 

15. ฝึกโมเดลโดยใช้ชุดข้อมูลฝึก จำนวน 200 รอบ                                     
 Testing Process 
16. อ่านข้อมูลภาพ   
17. ตรวจจับบริเวณภาพใบหน้า  โดยใช้ MTCNN                                          
18. ใช้ BSRGANs ปรับปรุงภาพใบหน้าจนภาพมีขนาดมากกว่า 224 x 224 
19. ปรับขนาดภาพใบหน้าเป็น 224x224 
20. ตรวจจับภาพบริเวณจมูกและภาพบริเวณปาก  โดยใช้ MTCNN 
21. ตรวจจับบริเวณจมูกได้ภาพขนาด 50x50 และปรับขนาดเป็น 224x224 
22. ตรวจจับบริเวณปากได้ภาพขนาด 100x50 และปรับขนาดเป็น 224x224 
23. ปรับช่วงค่าสีให้อยู่ระหว่าง 0 ถึง 1 
24. สำหรับชุดข้อมูลสร้างข้อมูลเข้าที่ประกอบด้วย                                     

    กรณี 1 ภาพ คือ ภาพใบหน้า หรือ ภาพบริเวณจมูก หรือ ภาพบริเวณปาก   
    กรณี 2 ภาพ คือ ภาพใบหน้าและภาพบริเวณจมูก หรือ ภาพใบหน้าและภาพบริเวณปาก 
หรือ ภาพบริเวณจมูกและภาพบริเวณปาก 
    กรณี 3 ภาพ คือ ภาพใบหน้า ภาพบริเวณจมูก และ ภาพบริเวณปาก   

25. ป้อนข้อมูลเข้าโมเดลเพื่อจำแนกการใส่หน้ากาก 
 

3.2. การตรวจจับใบหน้า จมูก และปากโดยใช้ MTCNN (Face Nose Mouth   

  Detection) 

โมเดล MTCNN ถูกนำมาใช้ในการตรวจจับภาพใบหน้า ภาพบริเวณจมูกและภาพ
บริเวณปาก โมเดล MTCNN จะสกัดคุณลักษณะจากภาพต้นฉบับซึ่งอาจมีใบหน้ามากกว่าหนึ่งใบหน้า 
เช่น มีใบหน้า 3 ใบหน้าในหนึ่งภาพ แสดงดังภาพที่ 32 โดย MTCNN จะหาบริเวณท่ีคาดว่าน่าจะเป็น
ใบหน้า จากนั้นจึงหาตำแหน่งของตา จมูก และปาก 

ตำแหน่งของตาจะได้เป็นตำแหน่งของตาซ้ายและตาขวา (สีน้ำเงิน) ตำแหน่งของ
จมูกจะแสดงเป็นจุดจุดเดียว ตรงกลางจมูก (สีแดง) และ ตำแหน่งของปากจะเป็นตำแหน่งของริม
ฝีปากท้ังสองข้าง (สีเขียว) โดยมีตัวอย่างของผลลัพธ์แสดงดังภาพที่ 33  
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ภาพที่ 32 ตัวอย่างภาพต้นฉบับที่มีภาพใบหน้ามากกว่าหนึ่งภาพ 

 

ภาพที่ 33 ผลลัพธ์ของ MTCNN ระบุตำแหน่งของตา จมูก และปาก 

ภาพใบหน้าที่ได้จะถูกปรับขนาดให้มีขนาด 224 x 224 หลังจากนั้นตัดภาพบริเวณ
จมูกออกมาโดยใช้ตำแหน่งของจมูกเป็นจุดศูนย์กลางและขยายออกไปเป็นภาพขนาด 50 x 50 ใน
ส่วนของภาพปากหาตำแหน่งศูนย์กลางของตำแหน่งริมฝีปากทั้งสองข้างและขยายออกไปเป็นภาพ
ขนาด 50 x 100 แสดงดังตัวอย่างตามภาพที่ 34 หากภาพบางภาพไม่สามารถตรวจจับจมูกและปาก
ได ้จะใช้ภาพสีดำล้วนแทนที่ภาพบริเวณจมูกและปากแทน 
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ภาพที่ 34 ตัวอย่างภาพใบหน้า และผลลัพธ์จาก MTCNN บริเวณจมูกและปาก 

ก า ร ใ ช้ ง า น โ ม เด ล  MTCNN เ ริ่ ม ต้ น จ า ก โ ห ล ด โ ม เด ล ที่ เ ว็ บ ไ ซ ต์  
https://github.com/ipazc/mtcnn จากนั้นติดตั้งตามที่คู่มือระบุ และใช้คำสั่งแสดงดังภาพที่ 35  
เพ่ือโหลดชุดคำสั่ง ตามด้วยคำสั่งแสดงดังภาพที่ 36 เพ่ือโหลดโมเดล MTCNN และใช้คำสั่งแสดงดัง
ภาพที่ 37 เพ่ือตรวจจับใบหน้าจากภาพ 

 

 

ภาพที่ 35 โหลดชุดคำสั่งของ MTCNN 

 

ภาพที่ 36 คำสั่งโหลดโมเดล MTCNN 

 

ภาพที่ 37 คำสั่งใช้โมเดลตรวจจับใบหน้าจากภาพ 

https://github.com/ipazc/mtcnn
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ภาพใบหน้าที่ถูกตรวจจับได้ จะถูกนำไปหาค่า Intersection over Union  หรือค่า 
IoU ซึ่งเป็นค่าหนึ่งที่ใช้ในการตัดสินผลลัพธ์ของการตรวจจับวัตถุว่าผลลัพธ์ถูกต้องหรือไม่ โดยใช้
กรอบภาพ (Bounding Box) ที่ของกรอบภาพจริง (Ground Truth Bounding Box) ที่ใช้แสดงถึง
ตําแหน่งของวัตถุในภาพ และกรอบภาพที่จำแนก (Predict Bounding Box) ที่แสดงถึงตำแหน่งของ
วัตถุที่ทำนาย โดยจะใช้ค่า Intersection over Union  (IoU) ที่สามารถคํานวณได้ตามภาพที่ 38 
โดยหาค่าของพ้ืนที่ที่ทับซ้อนกันของกรอบภาพจริง และกรอบภาพที่จำแนก (Area of Overlap) หาร
ด้วยค่าพ้ืนที่ของกรอบภาพจริงรวมกับกรอบภาพที่จำแนกท้ังหมด (Area of Union) 

 

ภาพที่ 38 การหา IoU [60] 

โดยค่า IoU ที่ใช้กันทั่วไป คือ 0.5 ทําให้เมื่อค่าที่ได้มากกว่าหรือเท่ากับ 0.5 จึงจะถือ
ว่าภาพนั้น ตรวจจับถูกต้อง (TP) ถ้าน้อยกว่าหรือมีกรอบภาพซ้ำซ้อนถือว่าตรวจจับไม่ถูกต้องพลาด 
(FP) เมื่อไม่สามารถตรวจจับได้ หรือจําแนกประเภทไม่ถูกต้อง (FN) ภาพที่ 39 แสดงให้เห็นว่าค่า IoU 
ส่งผลต่อการจำแนกการตรวจจับวัตถุ (Prediction) จากตัวอย่าง IoU ที่คำนวณได้คือ 0.3  
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ภาพที่ 39 กรอบภาพจริง กรอบภาพที่จำแนก และการใช้งาน IoU ใน Object Detection [60] 
 

3.3. การสกัดคุณลักษณะ (Feature Extraction) และการจำแนกประเภท   

      (Classification) 

การออกแบบการสกัดคุณลักษณะของข้อมูลเข้าหลายค่าใช้โมเดล Resnet 152 เพ่ือ
การสกัดคุณลักษณะ โดยตัดชั้น Fully Connected (FC) ในแต่ละส่วนออก นำโมเดล Resnet 152 
จำนวนสามตัวที่ผ่านการฝึกโดยใช้ข้อมูลเข้าเป็นภาพใบหน้า ภาพบริเวณจมูกและภาพบริเวณปาก
ตามลำดับ มาประกอบกันโดยนำคุณลักษณะของทุกโมเดลย่อยมา Concatenate กัน จากนั้นค่อยส่ง
ให้ชั้น Fully Connected (FC) ดังภาพที่ 40  

 

 

ภาพที่ 40 โมเดล Resnet สามตัวมาประกอบกันโดยใช้ชั้น Concatenation 
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การจำแนกประเภทใช้ชั้น Fully Connected (FC) ที่ได้รับชุดตัวเลขที่เกิดจากการ
นำแผนที่คุณลักษณะไปผ่านชั้น Global Average Pooling ซึ่งมีจำนวนตัวเลขเท่ากับจำนวนแผนที่
คุณลักษณะ ชุดตัวเลขจะถูกนำไปผ่านชั้น Concatenation ก่อน ซึ่งการ Concatenation ของ 
tensor จะเป็นไปตามภาพที่ 41 และตัวอย่างการ Concatenation เป็นไปตามภาพที่ 42 หลังจาก
นั้นส่งให้ Neural Networks (NN) ที่มีจำนวนของโหนดเท่ากับประเภทที่ต้องการจำแนก เช่น 
ประเภทที่ต้องจำแนกมี 3 ประเภท (3 class) ได้แก่ ประเภทใส่หน้ากาก ประเภทไม่ใส่หน้ากาก และ
ประเภทใส่หน้ากากไม่ถูกต้อง  

 

 

ภาพที่ 41 ตัวอย่างการ Concatenation ของ Tensor 
 

 

ภาพที่ 42 ตัวอย่างการ Concatenation ชุดตัวเลข 

ผู้วิจัยได้สร้าง Resnet 152 ขึ้นมาตามโมเดลใน Tensorflow ใช้คำสั่งแสดงดัง        
ภาพที่ 43 ใน  การสร้างส่วน Identity Block และ Convolutional Block ของ Resnet  ภาพที่ 44 
นำคำสั่งResnetx_layer ไปประกอบกับส่วนต้นและส่วนท้ายของโมเดล Resnet เพ่ือสร้างโมเดล 
Resnet ตั้ งแต่ข้อมูล เข้าถึงข้อมูลออก   ภาพที่  45 เป็นส่วนของคำสั่ ง Resnetx_main และ 
get_block_layer เพ่ือสร้างโมเดล Resnet152  
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ภาพที่ 43 คำสั่งเพ่ือสร้างส่วน Identity Block และ Convolutional Block ของ Resnet 
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ภาพที่ 44 คำสั่งสร้างโมเดล Resnet เริ่มตั้นแต่ข้อมูลเข้า (Input) ไปถึงข้อมูลออก (Output) 

 

ภาพที่ 45 คำสั่งสร้างโมเดล Resnet152 และคำสั่งตั้งค่า block ของ Resnet152 
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3.4. การปรับปรุงภาพโดยโมเดลการเรียนรู้เชิงลึกแบบ BSRGANs   

การปรับปรุงภาพโดยใช้โมเดล BSRGANs จะช่วยเพ่ิมรายละเอียดของภาพใบหน้า 
ทำให้รายละเอียดของขอบและจุดเด่นบนใบหน้ามีความชัดเจนมากขึ้น การใช้งานโมเดล BSRGANs 
เริ่มต้นจากการโหลดโมเดลที่  https://github.com/cszn/BSRGAN หลังจากนั้น ใช้ โปรแกรม 
python ที่ชื่อ main_test_bsrgan แสดงดังภาพที่ 46 โดยจะต้องใส่ภาพในโฟลเดอร์ที่ได้ระบุไว้ใน
คู่มือการใช้งานโมเดลก่อน หลังจากนั้นรันโปรแกรม ผลลัพธ์จะอยู่ในโฟลเดอร์ที่ระบุตามคู่มือ ภาพที่
ผ่านการใช้งานโมเดล BSRGANs จะเป็นภาพที่มีขนาดเล็กกว่า 224 x 224 และในกรณีที่ภาพผลลัพธ์
ยังมีขนาดเล็กกว่า 224 x 224 จะใช้งานโมเดล BSRGANs ซ้ำ ตัวอย่างการทำงานภาพจากชุดข้อมูล 
FMLD ที่ใช้โมเดล BSRGANs แสดงไดดั้งภาพที่ 47 

 

 

ภาพที่ 46 คำสั่งเพ่ือใช้งานโมเดล BSRGANs 

  

https://github.com/cszn/BSRGAN
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ภาพที่ 47 ตัวอย่างภาพต้นฉบับ (บน) และภาพที่ผ่านการใช้งาน BSRGANs (ล่าง)   
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บทที่ 4 

การทดลองและผลการทดลอง 

บทนี้จะกล่าวถึงชุดข้อมูลที่ใช้ในการทดลอง แสดงผลการทดลองตามที่ได้ออกแบบ
และพัฒนาขั้นตอนวิธีที่สถาปัตยกรรมของโมเดลข้อมูลเข้าหลายค่าที่ได้กล่าวไป เพ่ือแสดงให้เห็นถึง
ประสิทธิภาพของโมเดลข้อมูลเข้าหลายค่าเทียบกับโมเดลข้อมูลเข้าเดี่ยว โดยมีประเด็นต่าง ๆ ในการ
ทดลองดังนี้ ประเด็นแรก แสดงประสิทธิภาพโมเดลที่รับข้อมูลเข้าหลายค่าเปรียบเทียบกับโมเดลที่รับ
ข้อมูลเข้าเดี่ยว ประเด็นที่สอง แสดงประสิทธิภาพของโมเดลเมื่อมีใช้การปรับปรุงภาพมาแก้ปัญหา
ภาพที่ไม่ชัดเจนด้วยเทคนิค Super-Resolution (SR) โดยใช้โมเดล BSRGANs ทั้งสองประเด็นใช้ค่า
ความถูกต้อง (Accuracy), ค่าความเที่ยงตรง (Precision), ค่าความแม่นยำ (Recall) และค่า F1 (F1-
score) เป็นตัววัดประสิทธิภาพของโมเดล  
 

4.1. ชุดข้อมูลที่ใช้ในการทดลอง 

ชุดข้อมูลใช้เป็นข้อมูลหลัก 2 ชุด ชุดที่ 1 คือ FMLD และชุดที่ 2 AFMDK  ชุดข้อมูล
ที่มาจากชุดข้อมูลมาตรฐาน FMLD เป็นชุดข้อมูลที่ผสมระหว่างชุดข้อมูล MAFA [61] และชุดข้อมูล 
Wider Face [62] โดยชุดข้อมูล FMLD มีรายละเอียดแสดงดังภาพที่ 48 มีภาพต้นฉบับทั้งหมด 
41,934 ภาพ เนื่องจากบางภาพอาจมีหลายใบหน้าทำให้มีภาพใบหน้า 63,072 ใบหน้า แบ่งเป็น 2 
ชุดข้อมูล ได้แก่ ชุดข้อมูลสำหรับฝึก (Train) และชุดข้อมูลสำหรับทดสอบ (Test) และประเภทของ
ใบหน้า 3 ประเภทคือประเภทสวมหน้ากาก ประเภทไม่สวมหน้ากาก และประเภทสวมหน้ากากไม่
ถูกต้อง โดยมีรายละเอียดดังนี้ 

• ชุดข้อมูลสำหรับฝึก (Train) มีภาพต้นฉบับทั้งหมด 34,782 ภาพ มี Annotation 
เป็นภาพใบหน้า 50,384 ใบหน้า แบ่งเป็นประเภทสวมหน้ากาก (with_mask) 
24,603 ภาพ ประเภทไม่สวมหน้ากาก (without_mask) 24,577 ภาพ และ
ประเภทสวมหน้ากากไม่ถูกต้อง (wear_mask_incorrect) 1,204 ภาพ  

• ชุ ดข้ อมู ลสำห รับทดสอบ  (Test) มี ภ าพต้น ฉบั บทั้ งหมด  7,152 ภาพ  มี  
Annotation เป็นภาพใบหน้า 12,688 ใบหน้า แบ่งเป็นประเภทสวมหน้ากาก 
(with_mask) 4,929 ภาพ ประเภทไม่สวมหน้ากาก  (without_mask) 7,435 
ภาพ และประเภทสวมหน้ากากไม่ถูกต้อง (wear_mask_incorrect) 324 ภาพ  
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  ภาพที่ 48 แสดงจำนวนภาพต้นฉบับ ภาพใบหน้าของชุดข้อมูล FMLD แบ่งตามประเภทของใบหน้า  
    และประเภทของชุดข้อมูลฝึกและทดสอบ 
 

ภาพตัวอย่างจากชุดข้อมูล FMLD ภาพใบหน้าสวมหน้ากากถูกต้อง (with_mask) 
แสดงดังภาพที่ 49 ภาพใบหน้าประเภทไม่สวมหน้ากาก (without_mask) แสดงดังภาพที่ 50 และ
ภาพใบหน้าประเภทสวมหน้ากากไม่ถูกต้อง (mask_wear_incorrect) แสดงดังภาพที่ 51 นอกจากนี้
ชุดข้อมูลนี้มีภาพที่มีความยากในการจำแนกประเภทสูง เช่น ภาพมีขนาดเล็ก ภาพไม่ชัด  และภาพที่
มืดจนไม่เห็นรายละเอียดแสดงดังภาพที่ 52 เป็นต้น 
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ภาพที่ 49 ตัวอย่างชุดข้อมูล FMLD ประเภทสวมหน้ากากถูกต้อง 

   

   

   

ภาพที่ 50 ตัวอย่างชุดข้อมูล FMLD ประเภทไม่สวมหน้ากาก 
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ภาพที่ 51 ตัวอย่างชุดข้อมูล FMLD ประเภทสวมหน้ากากไม่ถูกต้อง 

   

   

   

ภาพที่ 52 ตัวอย่างชุดข้อมูล FMLD แถวบนสุดภาพไม่ชัด แถวกลางภาพเล็ก และแถวล่างสุดภาพมืด  

  



59 

ชุดข้อมูลที่ 2 คือ ชุดข้อมูล AFMDK มีรายละเอียด คือ มีภาพต้นฉบับทั้งหมด 853 
ภาพ ซึ่งทั้งหมดมีใบหน้า 4,072 ใบหน้า เป็นชุดข้อมูลต้นฉบับไม่ได้มีการแยกชุดข้อมูลสำหรับฝึกและ
ชุดข้อมูลสำหรับทดสอบ แบ่งเป็นประเภทสวมหน้ากาก (with_mask) 3,232 ภาพ ประเภทไม่สวม
หน้ากาก (without_mask) 717 ภาพและประเภทสวมหน้ากากไม่ถูกต้อง (wear_mask_incorrect) 
123 ภาพ แสดงดังตารางที่ 8 

ภาพตัวอย่างจากชุดข้อมูล AFMDK ได้แก่ 1) ภาพใบหน้าสวมหน้ากากถูกต้อง 
(with_mask) แสดงดังภาพที่ 53 2) ประเภทไม่สวมหน้ากาก (without_mask) แสดงดังภาพที่ 54 
และ 3) ประเภทสวมหน้ากากไม่ถูกต้อง (mask_wear_incorrect) แสดงดังภาพที่ 55  
 

ตารางที่ 8 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของภาพใบหน้าของชุดข้อมูล AFMDK 

Class with_mask without_mask 
wear_mask_ 

incorrect 
Total 

Face Images 3,232 (79%) 717 (18%) 123 (3%) 4,072 (100%) 

 

   

   

ภาพที่ 53 ตัวอย่างชุดข้อมูล AFMDK ประเภทสวมหน้ากากถูกต้อง 
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ภาพที่ 54 ตัวอย่างชุดข้อมูล AFMDK ประเภทไม่สวมหน้ากาก 

   

   

   

ภาพที่ 55 ตัวอย่างชุดข้อมูล AFMDK ประเภทสวมหน้ากากไม่ถูกต้อง 
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4.2. ประสิทธิภาพการตรวจจับใบหน้าโดยใช้ MTCNN 

ในหัวข้อนี้วิเคราะห์ผลการตรวจจับใบหน้าโดยใช้ MTCNN บนชุดข้อมูล FMLD แบ่ง
ออกเป็นชุดข้อมูลสำหรับฝึก และชุดข้อมูลสำหรับทดสอบตามประเภทภาพต้นฉบับ โดยมีภาพใบหน้า
ในชุดข้อมูลทั้งหมด 93,328 ใบหน้า แบ่งเป็นชุดข้อมูลสำหรับฝึก 74,968 ใบหน้า ชุดข้อมูลสำหรับ
ทดสอบ 18,360 ใบหน้า มีรายละเอียดแสดงดังภาพที่ 56 โดยภาพใบหน้าที่ได้จากการตรวจจับ
ใบหน้าผ่าน MTCNN จะถูกแบ่งออกเป็นกลุ่ม ได้แก่  

Detected (TP) ภาพใบหน้าในกลุ่มนี้จะเป็นภาพใบหน้าที่ถูกตรวจจับได้ที่มีอยู่ใน 
Annotation บนชุดข้อมูลต้นฉบับและมีค่า IoU มากกว่าหรือเท่ากับ 0.5 มีทั้งหมด 50,242 ภาพ 
แบ่งเป็นประเภทใส่หน้ากากถูกต้อง 19,595 ภาพ ประเภทไม่ใส่หน้ากาก 29,472 ภาพ และประเภท
ใส่หน้ากากไม่ถูกต้อง 1,175 ภาพ ซึ่งกลุ่มนี้จะถูกนำไปสร้างเป็นชุดข้อมูลสำหรับการทดลองโดยให้ชื่อ
ชุดข้อมูล FMLD MTCNN 

Detected (FP) ภาพใบหน้าที่ตรวจจับได้ แต่ค่า IoU ต่ำกว่า 0.5 หรือกล่าวได้ว่า
ตรวจจับได้แต่ผิด มีทั้งหมด 3,913 ภาพ แบ่งเป็นประเภทใส่หน้ากากถูกต้อง 2,933 ภาพ ประเภทไม่
ใส่หน้ากาก 815 ภาพ และประเภทใส่หน้ากากไม่ถูกต้อง 165 ภาพ 

Not Detected ภาพใบหน้าที่มีอยู่ใน Annotation ของข้อมูลต้นฉบับแต่ MTCNN 
ตรวจจับไม่ได้ มี 8,917 ภาพ แบ่งเป็นประเภทใส่หน้ากากถูกต้อง 7,004 ภาพ ประเภทไม่ใส่หน้ากาก 
1,725 ภาพ และประเภทใส่หน้ากากไม่ถูกต้อง 188 ภาพ 

 

 
 ภาพที่ 56 แสดงรายละเอียดของภาพใบหน้าในชุดข้อมูล FMLD MTCNN ของกลุ่ม Detected (TP),  

   Detected (FP) และ Not Detected 
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4.3. การเตรียมชุดข้อมูลที่ใช้ในการทดลองโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลาย 

      คา่ 

ในหัวข้อนี้จะกล่าวถึงการเตรียมชุดข้อมูลที่ใช้ทำการทดลองจำนวน 3 ชุดข้อมูล 
ได้แก่ FMLD MTCNN, FMLD 5K และ AFMDK โดยในแต่ละชุดข้อมูลมีการเตรียมภาพใบหน้า ภาพ
บริเวณจมูก และภาพบริเวณปาก ดังรายละเอียดต่อไปนี้ 1) FMLD MTCNN คือ ชุดข้อมูลที่เกิดจาก
การนำภาพต้นฉบับของชุดข้อมูล FMLD ไปตรวจจับภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณ
ปากโดยใช้ MTCNN และวัดค่า IOU หากมีค่ามากกว่าหรือเท่ากับ 0.5 จะนำภาพที่ตรวจจับได้ถูกต้อง
มาสร้างเป็นชุดข้อมูล แต่ในชุดข้อมูล 2) FMLD 5K และ 3) AFMDK จะเป็นภาพใบหน้าจาก 
Annotation ที่นำมาผ่าน MTCNN เพ่ือหาภาพบริเวณจมูก และภาพบริเวณปาก ขั้นตอนการในการ
สร้างชุดข้อมูล FMLD MTCNN, FMLD 5K และ AFMDK แสดงดังภาพที่ 57 ในส่วนของชุดข้อมูล 2 
class ทดสอบโดยการผสมประเภทสวมหน้ากากไม่ถูกต้อง และประเภทไม่สวมหน้ากากเป็นประเภท
เดียว 

 

 

ภาพที่ 57 แสดงขั้นตอนการได้มาซึ่งชุดข้อมูล FMLD MTCNN, FMLD 5K, AFMDK 

เนื่องจากมีข้อจำกัดในเรื่องของประสิทธิภาพเครื่องคอมพิวเตอร์ที่ไว้ใช้ในการทดลอง 
ชุดข้อมูล FMLD MTCNN มีการแบ่งภาพใบหน้าบฝึกออกเป็น 3 ส่วน เท่า ๆ กัน โดยภาพในแต่ละ
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ส่วนได้จากการสุ่มภาพจากชุดข้อมูลสำหรับฝึกและชุดข้อมูลสำหรับทดสอบตามชุดข้อมูลต้นฉบับโดย
ให้อัตราส่วนระหว่างประเภทแต่ละประเภทคงเดิม เพ่ือใช้ในการฝึกโมเดลโดยใช้ชุดข้อมูลสำหรับการ
ฝึกที่ ได้แบ่งออกเป็นส่วนให้ชื่อโมเดลตามแต่ละส่วนคือโมเดล 1 โมเดล 2 และโมเดล 3 โดยมี
รายละเอียดดังนี้  

• ชุดข้อมูลสำหรับฝึก (Train) จะมีใบหน้าทั้งหมด 13,317 13,315 13,315 ภาพ 
ตามลำดับแต่ละส่วน แบ่งเป็นประเภทสวมหน้ากากถูกต้อง 5,405 ภาพในทุกส่วน 
ประเภทไม่สวมหน้ากาก 7,602 7,601 7,601 ภาพ ตามลำดับแต่ละส่วน และ
ประเภทสวมหน้ากากไม่ถูกต้อง 310 309 309 ภาพตามลำดับแต่ละส่วนแสดงดัง
ภาพที่ 58 

• ชุดข้อมูลสำหรับทดสอบ (Test) ใช้ชุดข้อมูลทดสอบชุดเดียวกันซึ่งมีภาพใบหน้า
จำนวนทั้งหมด 10,295 ภาพ แบ่งเป็นประเภทสวมหน้ากากถูกต้อง 3,380 ภาพ 
ประเภทไม่สวมหน้ากาก 6,668 ภาพ และประเภทสวมหน้ากากไม่ถูกต้อง 247 ภาพ 
จะได้ว่าชุดข้อมูล FMLD MTCNN มีชุดข้อมูลสำหรับฝึกและชุดข้อมูลสำหรับ
ทดสอบแสดงดังตารางที่ 9  

 

  ภาพที่ 58 แสดงจำนวนภาพใบหน้าของแต่ละส่วนของชุดข้อมูลฝึกท่ีถูกแบ่งออกเป็นส่วนของชุด  
    ข้อมูล FMLD MTCNN แบ่งตามประเภทของใบหน้า  
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ตารางที่ 9 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของชุดข้อมูลและประเภทของภาพใบหน้าของ  
   ชุดข้อมูล FMLD MTCNN 

Dataset with_mask without_mask wear_mask_incorrect Total Image 
Train1 5,405 (11%) 7,602 (15%) 310 (0.6%) 13,317 (26.6%) 
Train2 5,405 (11%) 7,601 (15%) 309 (0.5%) 13,315 (26.5%) 
Train3 5,405 (11%) 7,601 (15%) 309 (0.5%) 13,315 (26.5%) 
Test 3,380 (6%) 6,668 (14%) 247 (0.4%) 10,295 (20.4%) 
Total 19,595 (39%) 29,472 (59%) 1,175 (2%) 50,242 (100%) 

 

ชุดข้อมูล FMLD 5K มีการแบ่งภาพใบหน้าเป็นชุดข้อมูลสำหรับฝึก และชุดข้อมูล
สำหรับทดสอบ โดยภาพในแต่ละประเภทของชุดข้อมูลได้จากการสุ่มภาพจากชุดข้อมูลสำหรับฝึกและ
ชุดข้อมูลสำหรับทดสอบตามชุดข้อมูลต้นฉบับ โดยให้อัตราส่วนของชุดข้อมูลสำหรับฝึก และชุดข้อมูล
สำหรับทดสอบเป็น 70 : 30 และให้แต่ละประเภทมีจำนวนใกล้เคียงกันที่สุด เนื่องจากภาพใบหน้า
ประเภทสวมหน้ากากไม่ถูกต้องมีอยู่น้อย จึงให้จำนวนภาพใบหน้าประเภทนี้รวมกับประเภทไม่ใส่
หน้ากากรวมกันแล้วใกล้เคียงกับจำนวนภาพใบหน้าประเภทสวมหน้ากากถูกต้อง ชุดข้อมูลมีภาพ
ใบหน้าทั้งหมด 5,000 ภาพ โดยมีรายละเอียดแสดงดังตารางที่ 10 คือ  

• ชุดข้อมูลสำหรับฝึก (Train) มีภาพใบหน้าทั้งหมด 3,500 ภาพ แบ่งเป็นประเภท
สวมหน้ากากถูกต้อง1,750 ภาพ ประเภทไม่สวมหน้ากาก 875 ภาพ และประเภท
สวมหน้ากากไม่ถูกต้อง 875 ภาพ  

• ชุดข้อมูลสำหรับทดสอบ (Test) มีภาพใบหน้าจำนวนทั้งหมด 1,500 ภาพ 
แบ่งเป็นประเภทสวมหน้ากากถูกต้อง 750 ภาพ ประเภทไม่สวมหน้ากาก 423 
ภาพ และประเภทสวมหน้ากากไม่ถูกต้อง 327 ภาพ 
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ตารางที่ 10 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของชุดข้อมูลและประเภทของภาพใบหน้าของ  
     ชุดข้อมูล FMLD 5K 

Dataset with_mask without_mask wear_mask_incorrect Total Image 

Train 1,750 (35%) 875 (17.5%) 875 (17.5%) 3,500 (70%) 
Test 750 (15%) 423 (8.5%) 327 (6.5%) 1,500 (30%) 
Total 2,500 (50.00%) 1,298 (26%) 1,202 (24%) 5,000 (100%) 

 

ชุดข้อมูล AFMDK มีการแบ่งภาพใบหน้าเป็นชุดข้อมูลสำหรับฝึก และชุดข้อมูล
สำหรับทดสอบ เนื่องจากชุดข้อมูลต้นฉบับไม่ได้มีการแบ่งชุดข้อมูลสำหรับฝึกและชุดข้อมูลสำหรับ
ทดสอบ จึงได้มีการสุ่มภาพมาสร้างเป็นชุดข้อมูลสำหรับฝึกและชุดข้อมูลสำหรับทดสอบในอัตราส่วน 
70:30 ชุดข้อมูลมีภาพใบหน้าทั้งหมด 4,072 ภาพ โดยมีรายละเอียดแสดงดังตารางที่ 11 คือ  

• ชุดข้อมูลสำหรับฝึก (Train) มีภาพใบหน้าทั้งหมด 2,850 ภาพ แบ่งเป็นประเภทสวม
หน้ากากถูกต้อง 2,250 ภาพ ประเภทไม่สวมหน้ากาก 511 ภาพ และประเภทสวม
หน้ากากไม่ถูกต้อง 89 ภาพ  

• ชุดข้อมูลสำหรับทดสอบ (Test) มีภาพใบหน้าจำนวนทั้งหมด 1,222 ภาพ แบ่งเป็น
ประเภทสวมหน้ากากถูกต้อง 982 ภาพ ประเภทไม่สวมหน้ากาก 206 ภาพ และ
ประเภทสวมหน้ากากไม่ถูกต้อง 34 ภาพ 

 

ตารางที่ 11 แสดงจำนวนภาพใบหน้าแบ่งตามประเภทของชุดข้อมูลและประเภทของภาพใบหน้าของ  
    ชุดข้อมูล AFMDK 

Dataset with_mask without_mask wear_mask_incorrect Total Image 
Train 2,250 (55%) 511 (13%) 89 (2%) 2,850 (70%) 
Test 982 (24%) 206 (5%) 34 (1%) 1,222 (30%) 
Total 3,232(79%) 717 (18%) 123 (3%) 4,072 (100%) 
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4.4. การกำหนดพารามิเตอร์การฝึกโมเดลและทดสอบโมเดลข้อมูลเข้าเดี่ยวและข้อมูลเข้า 

             หลายค่า 

 การฝึกโมเดลใช้ภาพในชุดข้อมูล FMLD MTCNN, FMLD 5K และ AFMDK ที่ได้
จากโมเดล MTCNN ที่มีภาพใบหน้า ภาพบริเวณจมูกและภาพบริเวณปากเป็นข้อมูลเข้า โดยกรณีที่
โมเดลเป็นโมเดลข้อมูลเข้าเดี่ยว (Single Input) จะเลือกประเภทภาพใบหน้า ภาพบริเวณจมูกและ
ภาพบริเวณปากเพียงประเภทเดียวมาฝึก และใช้ประเภทนั้นในการทดสอบด้วย โมเดลข้อมูลเข้าหลาย
ค่า (Multiple Input) จะเลือกประเภทภาพใบหน้า ภาพบริเวณจมูกและภาพบริเวณปากมามากกว่า
หนึ่งภาพในการฝึก และการทดสอบ มีการกำหนดพารามิเตอร์ในการฝึกโมเดล ดังนี้ 

• Epoch 200 Epoch 

• learning rate (lr) 0.001 และมีการปรับค่าลดลงเมื่อค่าความสูญเสียถึงจุดอ่ิมตัว  

• optimizer Adam และมีการหยุดการฝึกก่อนกำหนดเมื่อค่าความสูญเสียไม่มีการ
เปลี่ยนแปลง  

 
ในการทำการทดลองใช้เครื่องคอมพิวเตอร์ที่มีการ์ดจอ RTX 3060 12GB, RTX 

3080Ti 12GB พบว่าในส่วนของชุดข้อมูล FMLD MTCNN โมเดลข้อมูลเข้าเดี่ยวจะใช้เวลาในการฝึก
ประมาณ 42,665.4 วินาที หรือประมาณ 11 ชั่วโมง และโมเดลข้อมูลเข้าหลายค่าจะใช้เวลาในการฝึก
ประมาณ 123,456.3 วินาที หรือประมาณ 33 ชั่วโมง  

 
4.5. การทดลองโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า 

การเรียนรู้เชิงลึกมีความสามารถในการรับข้อมูลเข้ามากกว่าหนึ่งค่า และข้อมูลเข้าก็
ไม่จำเป็นต้องเป็นชนิดเดียวกันอาจเป็นข้อมูลภาพหรือข้อมูลอ่ืน ๆ เช่น ข้อมูลตัวอักษร ตัวเลข เป็น
ต้น การตรวจจับใบหน้าสวมหน้ากากมีประเภทอยู่ 3 ประเภท ได้แก่ ประเภทใส่หน้ากากถูกต้อง ซึ่ง
หน้ากากจะปิดบริเวณจมูกและปากทั้งหมด ประเภทไม่ใส่หน้ากาก ที่จะเปิดให้เห็นบริเวณจมูกและ
ปากในกรณีทั่วไป หรือส่วนน้อยที่มีอะไรมาปิดไว้ แต่ไม่ใช่หน้ากาก เช่น มือ สิ่งของต่าง ๆ เป็นต้น 
และประเภทสุดท้าย ประเภทใส่หน้ากากไม่ถูกต้องที่ในภาพจะมีหน้ากากอยู่ แต่หน้ากากไม่ได้ปิด
บริเวณจมูก หรือปากท้ังหมด ทำให้เห็นจมูก หรือ ปากอย่างใดอย่างหนึ่ง หรือทั้งคู่ จึงได้เกิดแนวคิดที่
จะส่งภาพบริเวณจมูก และปากให้กับโมเดลเป็นข้อมูลเข้านอกเหนือจากข้อมูลเข้าภาพใบหน้า โดยให้
โมเดลข้อมูลเข้าเดี่ยว คือ โมเดลตรวจจับการสวมหน้ากากที่ใช้ข้อมูลเข้าเป็นภาพเดี่ยว ได้แก่ ภาพ
ใบหน้า ภาพจมูก และภาพปาก และโมเดลข้อมูลเข้าหลายค่า คือ โมเดลการตรวจับการสวมหน้ากาก
ที่ใช้ข้อมูลเข้าเป็นภาพมากกว่าหนึ่งภาพ โดยเลือกภาพมาจากภาพใบหน้า ภาพบริเวณจมูก และภาพ
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บริเวณปาก ทำการทดลองโดยใช้ชุดข้อมูล 3 ชุดข้อมูล ได้แก่ FMLD 5K, FMLD MTCNN และ 
AFMDK ซึ่งถูกจัดเตรียมไว้ตามหลักการที่ได้กล่าวไว้ในหัวข้อที่ 4.3. ฝึกโมเดลข้อมูลเข้าเดี่ยวและ
โมเดลข้อมูลเข้าหลายค่าโดยมีขั้นตอนการทดลอง ได้แก่ 1) ฝึกโมเดลและทดสอบโมเดล 2) ประเมิน
ประสิทธิภาพของโมเดล 

มีการสร้างโมเดลแบ่งเป็น 2 กรณี คือ  
1) การสร้างโมเดลเพ่ือการจำแนกใบหน้าสวมหน้ากากแบ่งออกเป็น 2 ประเภท คือ 

ประเภทใส่หน้ากากถูกต้องและประเภทไม่ใส่หน้ากากรวมกับประเภทใส่หน้ากากไม่ถูกต้อง 
2) การสร้างโมเดลเพ่ือการจำแนกใบหน้าสวมหน้ากากแบ่งออกเป็น 3 ประเภท คือ 

ประเภทใส่หน้ากากถูกต้อง ประเภทไม่ใส่หน้ากากและประเภทใส่หน้ากากไม่ถูกต้อง 
การประเมินประสิทธิภาพของโมเดลใช้ค่าความถูกต้อง (Accuracy), ค่าความ

เที่ยงตรง (Precision), ค่าความแม่นยำ (Recall) และค่า F1 (F1-score) เป็นตัววัดประสิทธิภาพของ
โมเดล ต่อไปจะเป็นการแสดงการเปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและ
ข้อมูลเข้าแบบหลายค่า แบ่งตามชุดข้อมูล ได้แก่ FMLD 5K, FMLD MTCNN และ AFMDK และแบ่ง
ตามประเภทของชุดข้อมูล ได้แก่ กรณี 2 ประเภท และ 3 ประเภท 

 
4.5.1. เปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและข้อมูลเข้าหลายค่า 

               บนชุดข้อมูล FMLD 5K 

จากผลการทดลองบนชุดข้อมูล FMLD 5K กรณีจำแนกภาพใบหน้าออกเป็น 2 
ประเภท (2 class) แสดงดังตารางที่ 12 และกรณีจำแนกภาพใบหน้าเป็น 3 ประเภท (3 class) แสดง
ดังตารางที่ 13 จะเห็นได้ว่าโมเดลข้อมูลเข้าหลายค่าจะมีประสิทธิภาพสูงกว่าโมเดลข้อมูลเข้าเดี่ยว ทั้ง
ในกรณีชุดข้อมูล 2 ประเภท และ 3 ประเภท 
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ตารางที่ 12 ผลการทดลองบนชุดข้อมูล FMLD 5K (2 class) ของโมเดลข้อมูลเข้าเดี่ยว  
               (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) 

Dataset 
Evaluation 

Measurement 
(%) 

Single Input Multiple Inputs 

face nose mouth 
nose + 
mouth 

face + 
nose 

face + 
mouth 

face + 
nose + 
mouth 

FMLD 5K  
(2 class) 

Accuracy  92.13 81.40 75.40 81.87 92.67 92.67 92.87 
Precision 92.22 84.33 79.09 84.25 92.74 92.74 92.93 
Recall 92.13 81.40 75.40 81.87 92.67 92.67 92.87 

F1-score  92.13 80.99 74.60 81.55 92.66 92.66 92.86 

 

ตารางที ่13 ผลการทดลองบนชุดข้อมูล FMLD 5K (3 class) โดยใช้ข้อมูลเข้าเดี่ยว (Single Input)  
    และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) 

Dataset 
Evaluation 

Measurement 
(%) 

Single Input Multiple Inputs 

face nose mouth 
nose + 
mouth 

face + 
nose 

face + 
mouth 

face + 
nose + 
mouth 

FMLD 5K  
(3 class) 

Accuracy  84.00 68.27 67.67 71.80 85.00 84.73 85.13 
Precision 81.99 63.47 66.59 69.94 82.94 82.75 83.11 
Recall 81.34 58.95 59.92 63.22 82.43 82.18 82.71 

F1-score  81.12 59.54 61.29 64.69 82.16 81.97 82.41 

 

เมื่อพิจารณาผลการทดลองโดยสรุปบนชุดข้อมูล FMLD 5K จะพบว่าโมเดลข้อมูล
เข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่าจะพบว่าการผสมรวมภาพใบหน้า ภาพบริเวณจมูก และภาพ
บริเวณปาก (face + nose + mouth) ให้ผลดีที่สุดทั้งในกรณีการจำแนกเป็น 2 ประเภทและ 3 
ประเภท แสดงดังภาพที่ 59 และภาพที่ 60 ตามลำดับ  
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ภาพที่ 59 กราฟแสดงประสิทธิภาพของชุดข้อมูล FMLD 5K (2 class) ของโมเดลข้อมูลเข้า 
   เดี่ยวและโมเดลข้อมูลเข้าหลายค่าที่มีประสิทธิภาพสูงสุด 

 

ภาพที่ 60 กราฟแสดงประสิทธิภาพของชุดข้อมูล FMLD 5K (3 class) ของโมเดลข้อมูลเข้า 
             เดี่ยวและโมเดลข้อมูลเข้าหลายค่าที่มีประสิทธิภาพสูงสุด   
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4.5.2. เปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและข้อมูลเข้าหลายค่า 

    บนชุดข้อมูล FMLD MTCNN 

ในการทดลองบนชุดข้อมูล FMLD MTCNN มีการสร้างโมเดลจากชุดข้อมูลฝึก 3 ชุด 
คือ Train1, Train2 และ  Train3 โดยให้ชื่ อ โมเดลตามชุดข้อมูลฝึก  คือ โมเดล 1 โม เดล 2           
และโมเดล 3 แล้วทำการวัดผลจากทั้ง 3 โมเดลที่ได้  จากการทดลองบนชุดข้อมูล FMLD MTCNN 
กรณีจำแนกเป็น 2 ประเภท (2 class) และกรณีจำแนกเป็น 3 ประเภท (3 class) แสดงดังตารางที่ 
14 และตารางที่ 15 ตามลำดับ จะเห็นว่าโดยภาพรวมในกรณีจำแนกเป็น 2 ประเภท โมเดลข้อมูลเข้า
หลายค่า (face + nose + mouth) มีประสิทธิภาพดีกว่าโมเดลข้อมูลเข้าเดี่ยว (face) สำหรับกรณี
จำแนกเป็น 3 ประเภทจะเห็นว่าประสิทธิภาพใกล้เคียงกันเนื่องจากมีภาพที่ใช้ในการฝึกเพียงพอ ทำ
ให้ประสิทธิภาพของโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่าไม่แตกต่างกันมาก 
ประสิทธิภาพโดยเฉลี่ยของของโมเดลที่ใช้ข้อมูลเข้าเดี่ยวและข้อมูลเข้าหลายค่าสำหรับกรณีจำแนก
เป็น 2 ประเภทและกรณีจำแนกเป็น 3 ประเภทแสดงดังภาพที่ 61 และภาพที่ 62 ตามลำดับ 
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ตารางที่ 14 ผลการทดลองบนชุดข้อมูล FMLD MTCNN (2 class) ของโมเดลข้อมูลเข้าเดี่ยว  
    (Single Input) และโมเดลข้อมูลเข้าหลายค่า  

Dataset 
Evaluation 

Measurement 
(%/s) 

Model 
Single Input Multiple Inputs 

Face 
face + nose + 

mouth  

FMLD MTCNN 
(2 class) 

Accuracy  

โมเดล 1 97.12 97.46 
โมเดล 2 97.20 97.74 
โมเดล 3 97.48 97.00 
Average 97.27 97.40 

Precision 

โมเดล 1 96.68 97.14 
โมเดล 2 96.65 97.40 
โมเดล 3 97.12 96.67 
Average 96.82 97.07 

Recall 

โมเดล 1 96.79 97.11 
โมเดล 2 97.05 97.48 
โมเดล 3 97.17 96.51 
Average 97.00 97.03 

F1-score  

โมเดล 1 96.73 97.13 
โมเดล 2 96.84 97.44 
โมเดล 3 97.15 96.59 
Average 96.91 97.05 
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ตารางที่ 15 ผลการทดลองบนชุดข้อมูล FMLD MTCNN (3 class) ของโมเดลข้อมูลเข้าเดี่ยว  

     (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) 

Dataset 
Evaluation 

Measuremen
t (%/s) 

Model 
Single Input Multiple Inputs 

Face 
face + nose + 

mouth  

FMLD MTCNN 
(3 class) 

Accuracy  

โมเดล 1 95.83 95.98 
โมเดล 2 95.36 95.65 
โมเดล 3 95.45 95.29 
Average 95.55 95.64 

Precision 

โมเดล 1 85.53 86.92 
โมเดล 2 82.91 84.86 
โมเดล 3 83.93 82.13 
Average 84.12 84.64 

Recall 

โมเดล 1 75.60 76.30 
โมเดล 2 76.06 74.47 
โมเดล 3 76.62 76.03 
Average 76.09 75.60 

F1-score  

โมเดล 1 78.85 79.72 
โมเดล 2 78.45 77.66 
โมเดล 3 79.20 78.33 
Average 78.83 78.57 
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ภาพที่ 61 กราฟแสดงประสิทธิภาพเฉลี่ย 3 โมเดลของชุดข้อมูล FMLD MTCNN (2 class)  
  ของโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า  

 

 

ภาพที่ 62 กราฟแสดงประสิทธิภาพเฉลี่ย 3 โมเดลของชุดข้อมูล FMLD MTCNN (3 class)  
  ของโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่า  
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4.5.3. เปรียบเทียบประสิทธิภาพของโมเดลที่ใช้ข้อมูลเข้าแบบเดี่ยวและข้อมูลเข้าหลายค่า 

              บนชุดข้อมูล AFMDK 

ชุดข้อมูล AFMDK มีภาพเรียบง่ายกว่าเมื่อเทียบกับชุดข้อมูล FMLD เนื่องจากภาพ
ใบหน้าสวมหน้ากากถูกต้อง ภาพใบหน้าไม่สวมหน้ากาก และภาพใบหน้าสวมหน้ากากไม่ถูกต้องมีข้อ
แตกต่างชัดเจนกว่า ภาพใบหน้าไม่สวมหน้ากากไม่มีอะไรมาปิดบังใบหน้าทำให้ประสิทธิภาพของ
โมเดลข้อมูลเข้าเดี่ยวและข้อมูลเข้าหลายค่าไม่แตกต่างกันมากนัก จากผลการทดลองบนชุดข้อมูล 
AFMDK กรณีจำแนกออกเป็น 2 ประเภท (2 class) และกรณีจำแนกออกเป็น 3 ประเภท (3 class) 
แสดงดังผลการทดลองตามตารางที่ 16 และตารางที่ 17 ตามลำดับ จะเห็นได้ว่าโมเดลข้อมูลเข้าหลาย
ค่ามีประสิทธิภาพดีกว่าโมเดลข้อมูลเข้าเดี่ยว โดยกรณีจำแนกเป็น 2 ประเภท พบว่าเมื่อใช้ชุดข้อมูล
เข้าหลายค่าแบบผสมรวมภาพใบหน้าและภาพบริเวณจมูก (face + nose) และแบบผสมรวมภาพ
ใบหน้า ภาพบริเวณจมูก และภาพบริเวณปาก (face + nose + mouth) มีประสิทธิภาพดีที่สุด ส่วน
กรณีจำแนกเป็น 3 ประเภท พบว่าเมื่อใช้ข้อมูลเข้าแบบผสมรวมภาพใบหน้าและภาพบริเวณจมูก 
(face + nose) มีประสิทธิภาพดีที่สุด  

 
ตารางที่ 16 ผลการทดลองชุดข้อมูล AFMDK (2 class) โดยใช้โมเดลข้อมูลเข้าแบบเดี่ยว  
              (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) 

Dataset 
Evaluation 

Measurement 
(%) 

Single Input Multiple Inputs 

face nose mouth 
nose + 
mouth 

face + 
nose 

face + 
mouth 

face + 
nose + 
mouth 

AFMDK  
(2 class) 

Accuracy  96.97 92.47 91.24 92.96 97.14 96.97 97.14 
Precision 95.27 93.59 90.07 94.4 95.40 95.14 95.40 
Recall 95.13 82.09 80.86 83.03 95.54 95.28 95.54 

F1-score  95.20 86.36 84.41 87.30 95.47 95.21 95.47 
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ตารางที่ 17 ผลการทดลองชุดข้อมูล AFMDK (3 class) โดยใช้โมเดลข้อมูลเข้าแบบเดี่ยว  
              (Single Input) และโมเดลข้อมูลเข้าหลายค่า (Multiple Input) 

Dataset 
Evaluation 

Measurement 
(%) 

Single Input Multiple Inputs 

face nose mouth 
nose + 
mouth 

face + 
nose 

face + 
mouth 

face + 
nose + 
mouth 

AFMDK 
(3 class) 

Accuracy 96.40 91.41 90.43 91.57 96.48 96.24 96.40 
Precision 91.24 75.67 64.64 79.12 91.38 90.70 91.02 
Recall 83.03 61.24 55.33 62.38 83.06 80.94 82.08 

F1-score 86.01 65.80 58.20 67.63 86.10 84.28 85.23 

 

จากนั้นได้นำผลลัพธ์ของที่ดีที่สุดเมื่อใช้ข้อมูลเข้าเดี่ยวและผลลัพธ์โมเดลข้อมูลเข้า
หลายค่าที่ใช้ภาพใบหน้า ภาพบริเวณจมูก และภาพบริเวณปากเป็นข้อมูลเข้าที่ดีที่สุดตามผลการ
ทดลองของส่วนใหญ่มาแสดงเปรียบเทียบกัน ในกรณีจำแนกเป็น 2 ประเภท  (2 class) และกรณี
จำแนกเป็น 3 ประเภท (3 class) และกราฟแสดงดังภาพที่ 63 และภาพที่ 64 ตามลำดับ 

 

 

ภาพที่ 63 กราฟแสดงประสิทธิภาพของชุดข้อมูล AFMDK (2 class) ของโมเดลข้อมูลเข้า 
                       เดี่ยวและโมเดลข้อมูลเข้าหลายค่าที่มีประสิทธิภาพสูงสุด   
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ภาพที่ 64 กราฟแสดงประสิทธิภาพของชุดข้อมูล AFMDK (3 class) ของโมเดลข้อมูลเข้า 
      เดี่ยวและโมเดลข้อมูลเข้าหลายค่า  

4.6. การเพิ่มประสิทธิภาพของโมเดลโดยใช้การปรับปรุงภาพ 

การทดลองใช้การปรับปรุงภาพ (Image Enhancement) โดยใช้ SR ในชุดข้อมูล 
FMLD และชุดข้อมูล AFMDK นอกจากนี้ยังได้ทำการวิเคราะห์ผลการทดสอบตามขนาดของภาพ ซึ่ง
ได้ทำการสำรวจขนาดของภาพในแต่ละชุดข้อมูลแสดงสัดส่วนของจำนวนภาพขนาดเล็กกว่า 50 x 50 
พิกเซลและสัดส่วนของจำนวนภาพขนาดเล็กกว่า 30 x 30 พิกเซลสำหรับชุดข้อมูล FMLD 5K และ 
AFMDK แสดงดังตารางที่ 18 และตารางที่ 19 ตามลำดับ 

 
ตารางที่ 18 แสดงรายละเอียดของชุดข้อมูล FMLD 5K แบ่งเปน็ชุดข้อมูลทั้งหมด ชุดข้อมูลสำหรับฝึก  
               และชุดข้อมูลสำหรับทดสอบ 

Dataset FMLD 5K FMLD 5K 50 พิกเซล FMLD 5K 30 พิกเซล 
Total 5,000 (100%) 580 (11.60%) 8 (0.16%) 
Train 3,500 (70%) 320 (6.40%) 1 (0.02%) 
Test 1,500 (30%) 260 (5.20%) 7 (0.14%) 
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ตารางที่ 19 แสดงรายละเอียดของชุดข้อมูล AFMDK แบ่งเป็นชุดข้อมูลทั้งหมด ชุดข้อมูลสำหรับฝึก  
     และชุดข้อมูลสำหรับทดสอบ  

Dataset AFMDK AFMDK 50 พิกเซล AFMDK 30 พิกเซล 
Total 4,072 (100%) 3,412 (83.79%) 2,671 (65.59%) 
Train 2,850 (70%) 2,386 (58.60%) 1,866 (45.82%) 
Test 1,222 (30%) 1,026 (25.19%) 805 (19.77%) 

 
จากข้อมูลดังกล่าวจะเห็นว่าจำนวนภาพขนาดเล็กกว่า 30 x 30 พิกเซล มีจำนวน

น้อยเกินไปในชุดข้อมูล FMLD 5K จึงไม่เหมาะแก่การทำการวิเคราะห์ ดังนั้นในการทดลองนี้จึงนิยาม
ภาพขนาดเล็กด้วยภาพที่มีขนาดเล็กกว่า 50 x 50 พิกเซล หรือ 2,500 พิกเซล และเขียนกำกับชุด
ข้อมูลด้วย size < 50 ส่วนภาพที่มีขนาดมากกว่าหรือเท่ากับ 2,500 พิกเซลจะเขียนกำกับด้วย size 
>= 50 ผลการปรับปรุงภาพจะแสดงในหัวข้อต่อไป 
 

4.6.1. การปรับปรุงภาพโดยใช้ Super-Resolution (SR) 
ในการทดลองนี้มีการนำชุดข้อมูลที่ได้กล่าวไปแล้วในการทดลองก่อนหน้า คือ ชุด

ข้อมูล FMLD 5K และชุดข้อมูล AFMDK มาใช้เพ่ือศึกษาผลของการปรับปรุงภาพที่มีต่อโมเดลจำแนก
ภาพใบหน้าที่สวมหน้ากาก โดยจะมีขั้นตอนในการสร้างชุดข้อมูลแสดงดังภาพที่ 65 ที่ภาพใบหน้าของ
ทั้งสองชุดข้อมูล จะถูกนำไปเป็นข้อมูลเข้าให้โมเดล  BSRGANs เพ่ือปรับปรุงภาพ ซึ่งเป็นเทคนิค 
Super-Resolution (SR) หลังจากนั้นจึงนำไปหาภาพบริเวณจมูกและภาพบริเวณปาก  

ในหัวข้อนี้จะกำหนดชื่อเรียกให้กับชุดข้อมูล FMLD 5K และ AFMDK ตามการ
ปรับปรุงภาพและขนาดภาพดังนี้ 

- FMLD 5K: SR และ AFMDK: SR เป็นชุดข้อมูลที่มีการปรับปรุงภาพ 
- FMLD 5K: Non_SR และ AFMDK: Non_SR เป็นชุดข้อมูลที่ไม่มีการปรับปรุงภาพ 
- FMLD 5K: size < 50 SR และ  AFMDK: size < 50 SR เป็ นชุดข้อมูลที่ มี การ

ปรับปรุงภาพ และมีขนาดเล็กกว่า 50 พิกเซล 
- FMLD 5K: size < 50 Non_SR และ AFMDK: size < 50 Non_SR เป็นชุดข้อมูลที่

ไม่มีการปรับปรุงภาพและมีขนาดเล็กกว่า 50 พิกเซล 
- FMLD 5K: size >= 50 SR และ AFMDK: size >= 50 SR เป็นชุดข้อมูลที่มีการ

ปรับปรุงภาพ และมีขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล 
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- FMLD 5K: size >= 50 Non_SR และ  AFMDK: size >= 50 Non_SR เป็ นชุ ด
ข้อมูลที่ไม่มีการปรับปรุงภาพและมีขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล 

 

ภาพที่ 65 ขั้นตอนการสร้างชุดข้อมูล ในการทดลองใช้การปรับปรุงภาพ  
                          (Image Enhancement) โดยใช้ Super-Resolution (SR) 

ตัวอย่างผลการปรับปรุงภาพและภาพต้นฉบับภาพขนาดเล็ก (size < 50) ของชุด
ข้อมูล FMLD 5K ประเภทสวมหน้ากากถูกต้อง ประเภทไม่สวมหน้ากาก และประเภทสวมหน้ากากไม่
ถูกต้อง แสดงดังภาพที่ 66 ภาพที่ 67 และภาพที่ 68 ตามลำดับ 
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(ก) ภาพ
ต้นฉบับ 

   

(ข) ผล
การ

ปรับปรุง
ภาพ (SR) 

ภาพที่ 66 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซลของ 
              ชุดข้อมูล FMLD 5K 

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผล
การ

ปรับปรุง
ภาพ 
(SR) 

ภาพที่ 67 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดเล็กกว่า 50 พิกเซลของชุด 
              ข้อมูล FMLD 5K  
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(ก) ภาพ
ต้นฉบับ 

   

(ข) ผลการ
ปรับปรุง
ภาพ (SR) 

ภาพที่ 68 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซล 
             ของชุดข้อมูล FMLD 5K 

ตัวอย่างผลการปรับปรุงภาพและภาพต้นฉบับภาพขนาดเล็ก (size < 50) ของชุด
ข้อมูล AFMDK ประเภทสวมหน้ากากถูกต้อง ประเภทไม่สวมหน้ากาก และประเภทสวมหน้ากากไม่
ถูกต้องแสดงดัง   ภาพที่ 69 ภาพที่ 70 และภาพที่ 71 

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผลการ
ปรับปรุง
ภาพ (SR) 

ภาพที่ 69 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดเล็กกว่า 50 พิกเซลของ 
              ชุดข้อมูล AFMDK  
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(ก) ภาพ
ต้นฉบับ 

   

(ข) ผล
การ

ปรับปรุง
ภาพ (SR) 

ภาพที่ 70 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดเล็กกว่า 50 พิกเซลของชุด 
             ข้อมูล AFMDK 

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผล
การ

ปรับปรุง
ภาพ (SR) 

   ภาพที่ 71 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดเล็กกว่า  
                50 พิกเซลของชุดข้อมูล AFMDK 
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ตัวอย่างผลการปรับปรุงภาพและภาพต้นฉบับภาพขนาดใหญ่ (size >= 50) ของชุด
ข้อมูล FMLD 5K ประเภทสวมหน้ากากถูกต้อง ประเภทไม่สวมหน้ากาก และประเภทสวมหน้ากากไม่
ถูกต้อง แสดงดังภาพที่ 72 ภาพที่ 73 และภาพที่ 74 ตามลำดับ  

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผลการ
ปรับปรุง
ภาพ (SR) 

ภาพที่ 72 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดใหญ่กว่าหรือเทียบเท่า  
             50 พิกเซลของชุดข้อมูล FMLD 5K 

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผลการ
ปรับปรุง
ภาพ (SR) 

ภาพที่ 73 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดใหญ่กว่าหรือเทียบเท่า  
                50 พิกเซลของชุดข้อมูล FMLD 5K  
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(ก) ภาพ
ต้นฉบับ 

   

(ข) ผลการ
ปรับปรุงภาพ 

(SR) 

      ภาพที่ 74 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดใหญก่ว่าหรือ  
                   เทียบเท่า 50 พิกเซลของชุดข้อมูล FMLD 5K 

ตัวอย่างผลการปรับปรุงภาพและภาพต้นฉบับภาพขนาดใหญ่  (size >= 50) 
ประเภทสวมหน้ากากถูกต้อง ประเภทไม่สวมหน้ากาก และประเภทสวมหน้ากากไม่ถูกต้องแสดงดัง
ภาพที่ 75 ภาพที่ 76 และภาพที่ 77  จะเห็นได้ว่าภาพขนาดใหญ่ที่ผ่านการปรับปรุงภาพรายละเอียด
ของภาพจะสูงข้ึนในภาพที่ภาพไม่ชัด 

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผลการ
ปรับปรุง
ภาพ (SR) 

   ภาพที่ 75 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากถูกต้องที่มีขนาดใหญ่กว่าหรือ  
                เทียบเท่า 50 พิกเซลของชุดข้อมูล AFMDK  
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(ก) ภาพ
ต้นฉบับ 

   

(ข) ผล
การ

ปรับปรุง
ภาพ (SR) 

  ภาพที่ 76 ตัวอย่างผลการปรับปรุงภาพประเภทไม่สวมหน้ากากที่มีขนาดใหญก่ว่าหรือเทียบเท่า 50  
               พิกเซลของชุดข้อมูล AFMDK 

   

(ก) ภาพ
ต้นฉบับ 

   

(ข) ผล
การ

ปรับปรุง
ภาพ (SR) 

ภาพที่ 77 ตัวอย่างผลการปรับปรุงภาพประเภทสวมหน้ากากไม่ถูกต้องที่มีขนาดใหญ่กว่าหรือ 
                  เทียบเท่า50 พิกเซลของชุดข้อมูล AFMDK  
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4.6.2. เปรียบเทียบประสิทธิภาพของโมเดลเพื่อการปรับปรุงภาพ 

ในหัวข้อนี้ทำการศึกษาทดลองและเปรียบเทียบประสิทธิภาพของโมเดลเมื่อมีการ
ปรับปรุงภาพ (SR) กับเมื่อไม่มีการใช้การปรับปรุงภาพ (Non_SR) การประเมินประสิทธิภาพของ
โมเดลใช้ข้อมูลเข้าเป็นภาพใบหน้าเพียงอย่างเดียวในกรณีข้อมูลเข้าเดี่ ยว และภาพใบหน้า ภาพ
บริเวณจมูก และภาพบริเวณปากในกรณีข้อมูลเข้าหลายค่า ใช้โมเดลจำแนกเป็น 3 ประเภท คือ 
ประเภทสวมหน้ากากถูกต้อง ประเภทสวมหน้ากากไม่ถูกต้อง และประเภทไม่สวมหน้ากาก ทำการ
ทดลองบนชุดข้อมูล FMLD 5K และ AFMDK โดยใช้ค่าความถูกต้อง (Accuracy), ค่าความแม่นยำ 
(Precision), ค่าความครบถ้วน (Recall) และค่า F1 (F1-score) เป็นตัววัดประสิทธิภาพของโมเดล 
และแสดงผลการทดลองจากชุดข้อมูลทดสอบทั้งหมด ผลการทดลองที่ใช้เพียงภาพในชุดข้อมูลที่มี
ขนาดเล็กกว่า 50 พิกเซล และผลการทดลองที่ ใช้เพียงภาพในชุดข้อมูลที่มีขนาดใหญ่กว่าหรือ
เทียบเท่า 50 พิกเซล 

จากผลการทดลองบนชุดข้อมูล FMLD 5K พบว่าการปรับปรุงภาพมีผลทำให้โมเดล
ข้อมูลเข้าแบบเดี่ยวมีประสิทธิภาพโดยภาพรวมลดลงดังตารางที่ 20 แต่มีผลทำให้โมเดลข้อมูลเข้า
หลายค่ามีประสิทธิภาพดีขึ้นแสดงดังตารางที่ 21 จะเห็นได้ว่าในชุดข้อมูล FMLD 5K (3 class) โมเดล
ข้อมูลเข้าหลายค่ามีความสามารถในการจำแนกเพ่ิมขึ้นเมื่อใช้งาน SR ในการปรับปรุงภาพ เมื่อสังเกต
ประสิทธิภาพของโมเดลแบบแบ่งตามประเภท จะเห็นได้ว่าโมเดลมีประสิทธิภาพดีสุดในประเภทสวม
หน้ากากถูกต้อง แต่ประสิทธิภาพจะลดลงอย่างเห็นได้ชัดในประเภทไม่สวมหน้ากากและประเภทสวม
หน้ากากไม่ถูกต้องแสดงดังตารางที่ 22 

ตารางที่ 20 ผลการทดลองโมเดลข้อมูลเข้าเดี่ยว (Single Input) ใช้ชุดข้อมูล FMLD 5K (3 class)  
    โดยใช้โมเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR 

Dataset 
Evaluation 

Measurement 
(%) 

Non_SR SR 

FMLD 5K 
(3 class) 

Accuracy 84.00 82.73 
Precision 81.99 82.20 
Recall 81.34 79.52 

F1-score 81.12 79.14 
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ตารางที่ 21 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล FMLD 5K  
               (3 class) โดยใช้โมเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR 

Dataset 
Evaluation 

Measurement (%) 
Non_SR SR 

FMLD 5K 
(3 class) 

Accuracy 83.27 84.60 
Precision 81.25 82.91 
Recall 80.17 82.10 

F1-score 80.09 81.89 

 
ตารางที่ 22 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล FMLD 5K  
               (3 class) ของโมเดลที่ฝึกโดยภาพ SR แบบแบ่งตามประเภท 

Dataset Class 
Evaluation Measurement (%) 

precision recall f1-score 

FMLD 5K 
(3 class) 

mask_weared_incorrect 68.27 82.26 74.62 
with_mask 90.70 93.60 92.13 

without_mask 89.76 70.45 78.94 
Average 82.91 82.10 81.89 

 
ในการทดลองบนชุดข้อมูล AFMDK พบว่าการปรับปรุงภาพส่งผลให้ประสิทธิภาพ

ของทั้งโมเดลข้อมูลเข้าเดี่ยวและโมเดลข้อมูลเข้าหลายค่ามีประสิทธิภาพลดลงดังตารางที่ 23 และ
ตารางที่ 24 เนื่องจากในชุดข้อมูล AFMDK มีสัดส่วนของจำนวนภาพขนาดเล็กค่อนข้างสูง เมื่อสังเกต
ประสิทธิภาพของโมเดลแบบแบ่งตามประเภท จะเห็นได้ว่าโมเดลมีประสิทธิภาพดีในประเภทสวม
หน้ากากถูกต้องและประเภทไม่สวมหน้ากาก แต่โมเดลไม่สามารถจำแนกประเภทสวมหน้ากากไม่
ถูกต้องได้อย่างถูกต้องแสดงดังตารางที่ 25  
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ตารางที่ 23 ผลการทดลองโมเดลข้อมูลเข้าเดี่ยว (Single Input) ใช้ชุดข้อมูล AFMDK (3 class) โดย  
    ใช้โมเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR 

Dataset 
Evaluation 

Measurement 
(%) 

Non_SR SR 

AFMDK  
(3 class) 

Accuracy 96.40 92.23 
Precision 91.24 73.56 
Recall 83.03 81.17 

F1-score 86.01 76.86 

 
ตารางที ่24 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล AFMDK  
               (3 class) โดยใช้โมเดลที่ฝึกโดยภาพ Non_SR และโมเดลที่ฝึกโดยภาพ SR 

Dataset 
Evaluation 

Measurement 
(%) 

Non_SR SR 

AFMDK  
(3 class) 

Accuracy 96.40 94.44 
Precision 91.02 79.15 
Recall 82.08 72.68 

F1-score 85.23 74.81 

 
ตารางที่ 25 ผลการทดลองโมเดลข้อมูลเข้าหลายค่า (Multiple Input) ใช้ชุดข้อมูล AFMDK 
               (3 class) ของโมเดลที่ฝึกโดยภาพ SR แบบแบ่งตามประเภท 

Dataset Class 
Evaluation Measurement (%) 

precision recall f1-score 

AFMDK  
(3 class) 

mask_weared_incorrect 52.63 29.41 37.74 
with_mask 96.57 97.35 96.96 

without_mask 88.26 91.26 89.74 
Average 79.15 72.68 74.81 

 
ต่อไปนี้จะเป็นการพิจารณาประสิทธิภาพกรณีที่ทดสอบโมเดลข้อมูลเข้าหลายค่า

เฉพาะภาพที่มีขนาดเล็ก จากผลการทดลองบนชุดข้อมูล FMLD 5K พบว่าผลลัพธ์ที่ได้ คือ SR ทำให้
ประสิทธิภาพลดลงแสดงดังตารางที่ 26 และกราฟในภาพที่ 78 สำหรับผลการทดลองบนชุดข้อมูล 
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AFMDK พบว่า SR ทำให้ประสิทธิภาพลดลงเช่นกัน ดังแสดงในตารางที่ 27 และกราฟในภาพที่ 79 
ทั้งนี้เนื่องจากการใช้เทคนิค SR ในการปรับปรุงภาพที่มีขนาดเล็ก ทำให้เกิดการผิดเพ้ียนของภาพได้  
 
ตารางที่ 26 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าท่ีใช้ชุดข้อมูล FMLD 5K (3 class) ขนาด  

    เล็กกว่า 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR และ SR  

Dataset 
Evaluation 

Measurement (%) 

Train by Non_SR  
(Multiple Input) 

Train by SR 
 (Multiple Input) 

Non_SR SR 

FMLD 5K  
(3 class) size 
<50 pixels 

Accuracy 81.15 80.77 
Precision 79.45 78.84 
Recall 79.37 79.60 

F1-score 79.19 78.71 

 

 

ภาพที่ 78 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล  
                       FMLD 5K (3 class) ทดสอบโดยภาพขนาดเล็กกว่า 50 พิกเซล 
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ตารางที่ 27 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าท่ีใช้ชุดข้อมูล AFMDK (3 class) ที่คัดเลือก 
    ภาพที่มีขนาดเล็กกว่า 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR และ SR  

Dataset 
Evaluation 

Measurement (%) 

Train by Non_SR 
(Multiple Input) 

Train by SR 
(Multiple Input) 

Non_SR SR 

AFMDK  
(3 class) size 
<50 pixels 

Accuracy 96.10 94.44 
Precision 86.60 76.03 
Recall 78.15 72.51 

F1-score 81.05 73.77 

 

 

ภาพที่ 79 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล 
  AFMDK (3 class) ทดสอบโดยภาพขนาดเล็กกว่า 50 พิกเซล  
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ต่อไปเป็นการพิจารณาประสิทธิภาพกรณีที่ทดสอบโมเดลข้อมูลเข้าหลายค่าเฉพาะ
ภาพที่มีขนาดมากกว่าหรือเท่ากับ 50 พิกเซล จากผลการทดลองบนชุดข้อมูล  FMLD 5K พบว่า SR 
ทำให้ประสิทธิภาพดีขึ้นแสดงดังตารางที่ 28 และกราฟในภาพที่ 80 สำหรับผลการทดลองบนชุด
ข้อมูล AFMDK พบว่า SR ทำให้ประสิทธิภาพดีขึ้นเช่นกัน ดังตารางที่ 29 และกราฟในภาพที่ 81 
 
ตารางที่ 28 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าท่ีใช้ชุดข้อมูล FMLD 5K (3 class) ขนาด 

    ใหญก่ว่าหรือเทียบเท่า 50 พิกเซล 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR 
    และ SR  

Dataset 
Evaluation 

Measurement (%) 

Train by Non_SR  
(Multiple Input) 

Train by SR 
 (Multiple Input) 

Non_SR SR 

FMLD 5K  
(3 class) size 
>=50 pixels 

Accuracy 83.55 85.40 
Precision 81.56 83.58 
Recall 79.75 82.33 

F1-score 79.70 82.30 

 

 

ภาพที่ 80 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล  
                       FMLD 5K (3 class) ทดสอบโดยภาพขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล  
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ตารางที่ 29 ผลการเปรียบเทียบโมเดลข้อมูลเข้าหลายค่าท่ีใช้ชุดข้อมูล AFMDK (3 class) ที่คัดเลือก 
    ภาพที่มีขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล ที่ฝึกและทดสอบโดยใช้ภาพ Non_SR  
    และ SR  

Dataset 
Evaluation 

Measurement (%) 

Train by Non_SR 
(Multiple Input) 

Train by SR 
(Multiple Input) 

Non_SR SR 

AFMDK  
(3 class) size 
>=50 pixels 

Accuracy 94.39 94.39 
Precision 94.22 96.00 
Recall 72.68 73.33 

F1-score 74.40 78.35 

 

 

ภาพที่ 81 กราฟประสิทธิภาพ Non_SR และ SR ของโมเดลข้อมูลเข้าหลายค่าที่ใช้ชุดข้อมูล 
                   AFMDK (3 class) ทดสอบโดยภาพขนาดใหญ่กว่าหรือเทียบเท่า 50 พิกเซล 
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จากผลการทดลองเพ่ือประเมินประสิทธิภาพของโมเดลข้อมูลเข้าหลายค่าเมื่อมีการ
ใช้การปรับปรุงภาพที่ได้กล่าวมาข้างต้น จะได้ว่า ถ้าภาพมีขนาดไม่เล็กเกินไป กล่าวคือขนาดมากกว่า
หรือเท่ากับ 50 พิกเซลแล้วการปรับปรุงภาพ SR ช่วยให้ประสิทธิภาพดีขึ้น แต่ถ้าภาพมีขนาดเล็ก 
กล่าวคือเล็กกว่า 50 พิกเซลแล้วการปรับปรุงภาพ SR จะทำให้ประสิทธิภาพลดลง เมื่อพิจารณา
ประสิทธิภาพโดยรวมทั้งชุดข้อมูล FMLD 5K และ AFMDK พบว่าการปรับปรุงภาพ SR ช่วยเพ่ิม
ประสิทธิภาพบนชุดข้อมูล FMLD 5K แต่กลับลดประสิทธิภาพลงในชุดข้อมูล AFMDK  

สาเหตุที่ชุดข้อมูล FMLD 5K และชุดข้อมูล AFMDK มีประสิทธิภาพต่างกันเป็น
เพราะจำนวนภาพที่มีขนาดเล็กกว่า 50 พิกเซล และภาพที่มีขนาดเล็กกว่า 30 พิกเซลแสดงดังตาราง
ที่ 18 และตารางที่ 19 ชุดข้อมูล FMLD 5K จะมีภาพขนาดเล็กจำนวนไม่มาก เมื่อเทียบกับภาพ
ทั้งหมด ในขณะที่ชุดข้อมูล AFMDK จะมีภาพขนาดเล็กเป็นจำนวนมาก และหลายภาพมีขนาดเล็ก
กว่า 30 พิกเซล  

โมเดลข้อมูลเข้าหลายค่า (Multiple Input) สามารถช่วยเพ่ิมประสิทธิภาพในการ
จำแนกประเภทภาพใบหน้าสวมหน้ากาก การปรับปรุงภาพโดยใช้โมเดล  BSRGANs ให้ภาพมี
รายละเอียดมากขึ้น ไม่สามารถช่วยเพ่ิมประสิทธิภาพโมเดลต่อภาพขนาดเล็ก เมื่อภาพมีขนาดเล็ก
เกินไปจะส่งผลให้ภาพมีการเปลี่ยนแปลง และส่งผลต่อประสิทธิภาพของโมเดลโดยตรง แต่สามารถ
เพ่ิมประสิทธิภาพของโมเดลต่อภาพขนาดใหญ่ได้ 

สำหรับการวัดความเร็วการทำงานของโมเดล จากการสุ่มภาพมา 6 ภาพที่มีขนาด
ของภาพแตกต่างกันมาวัดความเร็วโดยใช้โมเดลข้อมูลเข้าหลายค่าที่มีข้อมูลเข้าเป็นภาพใบหน้า จมูก
และปาก โดยโมเดลตาม Algorithm1 (ไม่มีการปรับปรุงภาพ) ในการประมวลผลภาพหนึ่งภาพจะมี
ความเร็วเฉลี่ยอยู่ท่ี 0.83 วินาที และโมเดลตาม Algorithm2 (มีการปรับปรุงภาพ) จะมีความเร็วเฉลี่ย
อยู่ที่ 1.26 วินาที ความเร็วในการทำงานของโมเดลตาม Algorithm1 และความเร็วในการทำงานของ
โมเดลตาม Algorithm2 แสดงดังตารางที่ 30 
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ตารางที่ 30 แสดงเวลาที่ใช้ในการทำงานของโมเดลตาม Algorithm1 (ไม่ปรับปรุงภาพ) และโมเดล 
               ตาม Algorithm2 (ปรับปรุงภาพ) 
 

ภาพ ขนาดภาพต้นฉบับ 
ความเร็วการทำงาน (s) 

โมเดล Algorithm1 โมเดล Algorithm2 
ภาพที่ 1 600x480 0.73 1.12 
ภาพที่ 2 455x513 0.76 0.89 
ภาพที่ 3 1536x1024 1.00 1.75 
ภาพที่ 4 1536x1024 1.06 2.02 
ภาพที่ 5 180x180 0.59 0.68 
ภาพที่ 6 517x690 0.82 1.11 

- Average 0.83 1.26 
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บทที่ 5 

บทสรุปและข้อเสนอแนะ 

5.1. สรุปผลการวิจัย 

งานวิจัยนี้นำเสนอขั้นตอนวิธีการใช้โมเดลข้อมูลเข้าหลายค่าเพ่ือเพ่ิมประสิทธิภาพ
ของโมเดลในการจำแนกใบหน้าสวมหน้ากาก โดยการสังเกตข้อแตกต่างของภาพในแต่ละประเภท คือ
ภาพประเภทสวมหน้ากากถูกต้องจะมีหน้ากากปิดทั้งบริเวณจมูกและปาก ในขณะที่ภาพประเภทไม่ใส่
หน้ากากจะเห็นทั้งบริเวณจมูกและปากในกรณีทั่วไป และภาพประเภทใส่หน้ากากไม่ถูกต้องจะเห็น
บริเวณจมูกหรือปากอย่างใดอย่างหนึ่ง หรือทั้งคู่ ใช้ชุดข้อมูล 2 ชุด คือ ชุดข้อมูล FMLD และชุด
ข้อมูล AFMDK โดยดำเนินการหาภาพใบหน้า ภาพบริเวณจมูกและภาพบริเวณปากเพ่ือใช้เป็นข้อมูล
เข้าให้กับโมเดล โดยใช้โมเดล MTCNN ทำให้ได้ชุดข้อมูลที่มีทั้งภาพใบหน้า ภาพบริเวณจมูก และภาพ
บริเวณปาก ผลการทดลองโมเดลข้อมูลเข้าหลายค่ามีประสิทธิภาพสูงกว่าโมเดลข้อมูลเดี่ยวทั้งค่า
ความถูกต้อง ค่าความแม่นยำ ค่าความครบถ้วน และค่า  F1 การนำเสนอการใช้เทคนิค Super-
Resolution เพ่ือใช้ในการปรับปรุงภาพในกรณีที่ภาพมีความคมชัดต่ำหรือมีขนาดเล็ก จากผลการ
ทดลองการใช้งานโมเดล BSRGANs ไม่สามารถช่วยแก้ปัญหาภาพขนาดเล็กได้  แต่สามารถเพ่ิม
ประสิทธิภาพของโมเดลต่อภาพขนาดใหญ่ได้ 
 

5.2. ปัญหาและอุปสรรค 

ขั้นตอนวิธีที่เสนอใช้โมเดล MTCNN เพ่ือตรวจจับภาพใบหน้า ภาพบริเวณจมูก และ
ภาพบริเวณปาก ทำให้ประสิทธิภาพของโมเดลขึ้นอยู่กับภาพที่ได้รับมาจากโมเดลที่ใช้ตรวจจับภาพ
ใบหน้า ภาพบริเวณจมูก และภาพบริเวณปากโดยตรง อีกทั้งการใช้โมเดลข้อมูลเข้าหลายค่าที่ใช้ภาพ
เพียงอย่างเดียวจะใช้ทรัพยากรและเวลาในการฝึกมากขึ้น เนื่องจากภาพทั้ง 3 ภาพจะถูกนำไปฝึกเพ่ือ
สกัดคุณลักษณะตามประเภทของภาพ  
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5.3. ข้อเสนอแนะ 

สามารถนำแนวคิดนี้ไปพัฒนาต่อโดยไม่จำเป็นต้องหาภาพบริเวณจมูก และภาพ
บริเวณปาก แต่ใช้โมเดลอ่ืนเพ่ือหาว่าเห็นบริเวณจมูก และปากหรือไม่ แล้วส่งข้อมูลเป็นชุดตัวเลข
แทน เพ่ือลดทรัพยากรและเวลาในการฝึก หรือนำไปประยุกต์ใช้กับงานอ่ืน เช่น การตรวจจับการสวม
แว่นนิรภัยในงานที่ต้องมีการใส่แว่นนิรภัยโดยใช้ข้อมูลเข้าเป็นภาพใบหน้า และภาพบริเวณตา เป็นต้น 
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