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RESUMO  

Predição de precipitação é importante para planejamento do dia-a-dia e para tomada de 

decisões de curto à longo prazo. Atualmente, o campo de predição meteorológica conta 

com o suporte da evolução tecnológica, tal como das redes de sensores, que permitem a 

coleta automática de grande quantidade de dados com alta precisão, e da comunidade 

científica que tem desenvolvido várias técnicas de aprendizado de máquina, 



Brazilian Journal of Development 
ISSN: 2525-8761 

34961 

 

 

Brazilian Journal of Development, Curitiba, v.7, n.4, p. 34960-34978 apr 2021 

 

especialmente de redes neurais. Este estudo investiga o uso de uma rede neural chamada 

long short-term memory (LSTM) para a predição da precipitação em Catalão/Goiás com 

séries temporais de múltiplos pontos geográficos. Considerou-se as tarefas de regressão 

(predição de valor real em mm de chuva) e de classificação do nível chuva em cinco 

classe (sem chuva, pouca chuva, chuva, chuva moderada, muita chuva) usando a base de 

dados com diferentes periodicidades: horária e diária. Os resultados mostram que o uso 

de dados com periodicidade horária produz resultados mais precisos tanto de classificação 

quanto de regressão. Adicionalmente, considerando os dados em periodicidade diária, os 

resultados de classificação foram mais precisos. 

   

Palavras-chave: Séries temporais, predição de precipitação, redes neurais, memória de 

longo a curto prazo. 

  

ABSTRACT  

Prediction of precipitation is important for day-to-day planning and making decisions of 

short to long term. Currently, the field of meteorological prediction has the support of 

technological evolution, such as sensor networks, which allow the automatic capture of 

large amounts of data with high precision, and the scientific community that has 

developed several machine learning techniques, especially neural networks. This study 

investigates the use of a neural network called long short-term memory (LSTM) for the 

prediction of precipitation in Catalão / Goiás with time series of multiple geographical 

points. The regression tasks (prediction of real value in mm of rain) and classification of 

the rain level into five classes (no rain, little rain, moderate rain, lots of rain) were 

considered using the database with different periodicities: hourly and daily. The results 

show that the use of data with an hourly periodicity produces more accurate results for 

both classification and regression tasks. Additionally, considering the data with a daily 

periodicity, the classification results were more accurate. 

  

Keywords: Time series, precipitation prediction, neural networks, long-short term 

memory (LSTM) 

  

  

1 INTRODUÇÃO  

A capacidade de predizer com alta precisão as condições meteorológicas futuras, 

como o nível de precipitação, é de suma importância para sociedade. A partir dessas 

predições pode-se planejar de forma adequada as atividades a serem desenvolvidas, 

principalmente aquelas sensíveis às condições meteorológicas como os plantios, 

colheitas, aplicações de fertilizantes e herbicidas, entre outros manejos agrícolas 

(ABREU, 2018), e a segurança pública com relação a problemas infraestruturais 

deflagrados pelas chuvas como enchentes, inundações, deslizamentos de terra, entre 

outros (NATIONAL RESEARCH COUNCIL, 2012). Na agricultura o conhecimento das 

condições meteorológicas futuras é importante para: os plantios (GOMES et al., 2007) - 

para que não haja problemas de germinação, perda de insumos e mortalidade de plantas;  

as colheitas (MARCHEZAN, 1995) - principalmente de grãos, que requerem tempo seco 
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para que não haja perdas futuras devido a humidade;  os manejos (MONQUERO et al., 

2008) - onde várias atividades exigem condições meteorológicas específicas para uma 

maior eficiência, como a aplicação de herbicidas e inseticidas, onde muitos têm, por 

exemplo, a eficiência diminuída com chuvas intensas logo após a aplicação. Na área de 

segurança pública a predição de precipitação é importante para que as autoridades possam 

alertar os cidadãos sobre riscos de problemas infraestruturais como alagamentos, 

deslizamentos de terra, riscos de queda de árvores, de rompimento em barragens e 

represas, entre outros.  Esses tipos de alertas, além de serem uma oportunidade para evitar 

perdas materiais, muitos deles, como no caso de deslizamentos de terra, enchentes e 

rompimentos de barragens são imprescindíveis para evitar a morte de pessoas e animais. 

Atualmente há dois tipos básicos de técnicas para predição do tempo (estado 

atmosférico): as que se baseiam na simulação da física da atmosfera (MARRAS et al., 

2016) e as que se baseiam em modelos matemáticos/computacionais que utilizam de 

séries temporais de dados meteorológicos passados para a predição de eventos futuros 

(DAS & GHOSH, 2018). Enquanto que a simulação da física da atmosfera é complexa 

devido a sua dinamicidade, os modelos matemáticos/computacionais necessitam de uma 

grande quantidade de dados. Contudo, com o avanço das tecnologias de sensores e das 

redes de comunicação, tais dados temporais se tornaram abundantes e de alta precisão, 

aumentando então a viabilidade de modelos de predição baseados em dados. Esta 

pesquisa foca na predição de precipitação utilizando métodos computacionais de 

inteligência artificial e séries temporais de múltiplos pontos geográficos. Uma série 

temporal é um conjunto de dados onde as amostras são atreladas ao tempo, ou seja, cada 

informação contida em uma série temporal está relacionada a um determinado evento em 

determinado instante de tempo (CHATFIELD, 2004). 

Modelos de inteligência artificial, sobretudo redes neurais recorrentes, ganharam 

destaque e têm produzido resultados expressivos de predição com base em séries 

temporais (MA et al., 2015). As redes neurais recorrentes são um tipo de rede neural 

especializada para dados temporais, como por exemplo, dados meteorológicos, sendo 

capazes de aprender informações temporais. Porém, o tipo mais simples de redes neurais 

recorrentes possui problemas especialmente quanto ao aprendizado de dependências 

temporais de longo prazo, o que normalmente resulta em precisão insatisfatória nas 

predições. Na tentativa de superar estas limitações, outros tipos de redes neurais 

recorrentes foram derivadas deste modelo simples, dentre essas, a rede Long-short Term 

Memory (LSTM). LSTM introduz o conceito de blocos de memória para superar o 
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gargalo da aprendizagem de dependências temporais de longo à curto prazo 

(HOCHREITER & SCHMIDHUBER, 1997; MA et al., 2015) . 

Diversos trabalhos utilizam LSTM por suas capacidades de previsão de dados com 

dependências temporais de longo prazo, como em Ma et al. (2015) na predição de fluxo 

de tráfego; Ke et al. (2017) na predição de demanda de passageiros em serviços de 

transporte; Kim et al. (2020) na predição e gerenciamento/equilíbrio de cotas para 

serviços sobre demanda; Werner et al. (2020) na predição de volume diário de 

negociações das ações da Petrobrás;  Kao et al. (2020) na previsão de enchentes; Dikshit 

et al. (2021) na previsão de longas estiagens (secas); Liu et al. (2018) na predição da 

velocidade do vento; Duan et al. (2021) e Xiaoyun et al (2016) na predição da produção 

de energia eólica; e por fim, Zaytar & Amrani (2016) e Hewage et al. (2020) na predição 

do tempo. 

Neste trabalho apresenta-se um estudo de LSTM para a predição de valores de 

precipitação na cidade de Catalão-GO utilizando dados de múltiplos pontos geográficos, 

com base em quatro casos: 1) predição por classificação de níveis de chuva com os dados 

em periodicidade horária. 2) predição por classificação de níveis de chuva com os dados 

em periodicidade diária. 3) predição por regressão (valor estimado de precipitação em 

mm.) com os dados em periodicidade diária.  4) predição por regressão com os dados 

divididos em periodicidade horária. Na predição por classificação foram considerados 

cinco níveis de precipitação:  sem chuva, pouca chuva, chuva, chuva moderada, muita 

chuva. Com os experimentos foram extraídas várias conclusões. As principais são: 1) com 

dados em periodicidade horária tem-se maior precisão dos resultados de predição, o que 

indica ser promissor o uso dos dados meteorológicos providos pelas estações automáticas 

que fazem medições de hora em hora; 2) com os dados em periodicidade diária, que 

resulta em um menor número de amostras, considerando um intervalo fixo de tempo, 

obteve resultados de classificação mais precisos do que de regressão, indicando que 

tarefas de regressão exigem uma maior quantidade de dados de treinamento do que a 

tarefa de classificação.  

Este trabalho é estruturado da seguinte forma. A Seção 1 discutiu sobre a 

importância da predição meteorológica, principalmente da precipitação, e contextualizou 

o problema de pesquisa e abordagem de investigação utilizada neste trabalho. A Seção 2 

apresenta os conceitos fundamentais para a compreensão do trabalho, incluindo os 

conceitos básicos sobre tempo, clima e os fatores que regem estes, além de conceitos 

fundamentais sobre redes neurais e LSTM, que constitui a técnica de predição utilizada 
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neste estudo. A Seção 3 apresenta a base de dados utilizada para a predição de 

precipitação, o pré-processamento, normalização, janelamento e particionamento (em 

treinamento e teste) dos dados, seguido do detalhamento da arquitetura e do método de 

treinamento da rede neural LSTM empregada. A Seção 4 apresenta e discute os 

resultados, os quais foram analisados com base na matriz de confusão da classificação do 

nível de chuva, acurácia (accuracy), precisão (precision), revocação (recall), e erro médio 

absoluto. Concluindo, a Seção 5 lista as principais contribuições do estudo.    

   

2 FUNDAMENTAÇÃO TEÓRICA  

Essa seção descreve de forma sucinta os conceitos básicos empregados nesta 

pesquisa. Primeiramente são descritos os conceitos básicos de tempo e clima, seguido dos 

fatores que influenciam ambos. Tal descrição visa prover um entendimento sobre os 

principais fatores atuantes nos estados atmosféricos no Brasil e especialmente na cidade 

alvo da predição de precipitação. Posteriormente são apresentados os conceitos 

elementares de redes neurais artificiais destacando o seu elemento primordial, o modelo 

de neurônio.  Por fim, é apresentado o conceito de célula de memória LSTM, que forma 

a base da rede neural recorrente utilizada para a predição de precipitação.  

 

2.1 TEMPO, CLIMA E FATORES INFLUENCIAIS 

 Primeiramente, é importante diferenciar os termos tempo e clima. Tempo se 

refere a um estado momentâneo da atmosfera em uma determinada área da superfície 

terrestre, expresso por meio da combinação fenômenos como temperatura, umidade, 

velocidade do vento, precipitação, radiação, entre outros (MOREIRA E SENE, 2004). 

Por exemplo, quando falamos "hoje, em Catalão, o dia está quente e úmido", nos 

referimos ao tempo. Já o clima, corresponde ao comportamento do tempo em uma 

determinada área durante um período longo, de pelo menos 30 anos (MOREIRA E SENE, 

2004). Por exemplo, "o clima em Goiás é tropical semi úmido, com estação seca e 

chuvosa". 

 Conforme Moreira e Sene (2004), os principais fatores que influenciam no clima, 

e consequentemente, nas sucessões de tempo de uma região, são: a latitude (distância em 

relação a linha do Equador), a altitude (altura em relação ao nível do mar), o albedo (que 

caracteriza a reflexão da superfície), as massas de ar (a circulação do ar ao longo do 

planeta ou território), a continentalidade e maritimidade (que se refere a proximidade da 

região de grandes volumes de água), correntes marítimas (os grandes volumes de água 
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que se deslocam pelo oceano), a vegetação (que se refere a cobertura vegetal da região) e 

o relevo (que além de estar associado à altitude, influência na circulação das massas de 

ar).  

No Estado de Goiás, mais especificamente na cidade de Catalão (Latitude 18º 09' 

57'' S, Longitude 47º 56' 47'' W,   Altitude 835m) o fator mais determinante para o clima 

e a sucessão de estados meteorológicos são as massas de ar [PRECISO DE 

REFERÊNCIAS AQUI. VOU PESQUISAR DEPOIS]. A Figura 1 ilustra as massas de 

ar que atuam no Brasil. As massas de ar Equatorial Atlântica (mEa), Equatorial 

Continental (mEc) e Tropical Atlântica (mTa) são quentes e úmidas, a Tropical 

Continental (mTc) é quente e seca, e a Polar Atlântica (mPa) é fria e úmida.       

 

Figura 1: Massas de ar no Brasil. 

 
Fonte: SENE e MOREIRA (2013, 153). 

 

2.2 REDES NEURAIS ARTIFICIAIS     

Redes neurais artificiais, segundo Aggarwal (2018) e Haykin (2009), são 

mecanismos que modelam a estrutura básica do cérebro humano, sendo formadas por 

neurônios e suas conexões. No cérebro humano as forças das conexões (sinapses) mudam 

de acordo com os estímulos recebidos, e isso caracteriza o aprendizado. Nas redes neurais 

artificiais, as sinapses são modeladas por pesos de conexões que são ajustados conforme 

os exemplos de treinamento. A forma de organização das conexões varia bastante nas 

redes neurais artificiais, contudo, o elemento básico de formação dessas é o neurônio, que 

segue uma especialização padronizada, sendo está representada na Figura 2.  Um 
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neurônio k recebe m+1 sinais de entrada, e para cada sinal j aplica um peso wkj, produzido 

o que é denominado de campo local induzido vk  dado por: 

 

𝑣𝑘  =  ∑𝑚
𝑗=0 𝑤𝑘𝑗𝑥𝑗      (1) 

 

onde x1, …,  xm são os estímulos de entrada, wk1, ..., wkm são os respectivos pesos 

sinápticos, x0 =1 é uma entrada constante que é associada ao peso wk0 que aprende a 

tendência dos dados, também chamada de bias.   

 

Figura 2: Neurônio de uma rede neural artificial. 

 
Fonte: Adaptada de Haykin (2009). 

 

Em seguida, o campo local induzido vk passa por uma função de ativação 𝜑, para 

limitar a saída em um dado intervalo (tipicamente valores entre 0 e 1 ou -1 e 1), resultando 

na saída yk, isto é: 

 

𝑦𝑘 = 𝜑(𝑣𝑘)       (2) 

 

Existem várias funções de ativação e vários modos de organização das conexões 

entre os neurônios para formar as arquiteturas de redes neurais. As arquiteturas 

elementares de redes neurais são as de alimentação adiante e as recorrentes, podendo se 

definir várias ramificações dentro de cada uma dessas categorias. Este trabalho usa uma 

rede neural recorrente denominada long-short term memory (LSTM), que é uma das redes 

neurais recorrentes promissoras quando é necessário que conhecimento temporal seja 
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aprendido pela rede, tendo várias aplicações com sucesso na área de séries temporais e 

processamento de linguagem natural. 

 

2.3 LONG-SHORT TERM MEMORY (LSTM) 

A ampla maioria das redes neurais existentes utiliza o cálculo de gradiente, mais 

especificamente o método de gradiente descendente, para atualizar os pesos da rede 

neural,  de forma a produzir o aprendizado com base nos dados de treinamento.  Contudo, 

quando se necessita aprender dependências temporais de grande a curto prazo incorre-se 

nos problemas de desaparecimento e explosão do gradiente.  Assim, as redes neurais 

LSTM surgiram como uma tentativa de lidar com esses problemas. Para isso, no lugar de 

simples neurônios ligados uns aos outros em uma arquitetura recorrente, ou seja, com 

retroalimentação de sinais, foram desenvolvidas células de memória que retêm 

informações temporais de curto à longo prazo, utilizando na sua construção, da 

formulação básica de neurônios e dos conceitos de portões.  

A Figura 3 ilustra uma célula LSTM. Cada célula possui três portões: o portão de 

entrada, o de esquecimento e o de saída. As funções destes portões são respectivamente 

definir o quanto de informação do estado atual entrará em memória (portão de entrada), 

o quanto de informação da memória será esquecida (portão de esquecimento) e combinar 

a memória atual com as novas informações de memória (portão de saída). Com esses 

portões, cada célula possui um ciclo interno de dados que mantém a memória ou estado 

da célula. 

 

Figura 3: Célula LSTM. 

 
Fonte:   Olah (2015). 

 

O fluxo interno de dados em uma célula LSTM começa com o portão de 

esquecimento. Este observa a entrada Xt e a saída anterior da célula ht-1 e aplica uma 
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função sigmóide (𝜎, na Figura 3) para encontrar um valor entre 0 e 1, onde 0 significa 

esquecer completamente e 1 lembrar de tudo, para cada informação da memória, e então 

atualiza o estado da célula. O portão de entrada analisa também a entrada Xt e a saída do 

cálculo anterior ht-1, aplica uma função sigmóide (𝜎), e uma função tangente hiperbólica 

(tanh) para normalizar os valores de entrada. O resultado da função sigmóide  (𝜎) é 

multiplicado pelo resultado da função tanh. Dessa forma, o cálculo resulta nas 

informações que devem ser guardadas na memória. O resultado então é somado ao estado 

da célula para adicionar as informações na memória. No final, o portão de saída analisa 

também a entrada Xt e a saída do cálculo anterior ht-1 e aplica a função sigmóide (𝜎) 

multiplicando o resultado pelo estado da célula aplicado uma função tanh, resultando 

então no processamento final da célula de memória. 

As redes neurais LSTM normalmente contém múltiplas camadas de células 

LSTM, uma camada final completamente conectada de neurônios tradicionais e são 

treinadas para uma versão do tradicional método de retropropagação de erro conhecido 

como conhecida como retropropagação de erro através do tempo (backpropagation 

through time - BPTT). Detalhes sobre as equações que constituem o algoritmo de 

treinamento das redes LSTM são dados em (COLOCAR REF.) 

 

3 MATERIAL E MÉTODO 

3.1 CONJUNTO DE DADOS METEOROLÓGICOS 

3.1.1 Fonte 

Os dados utilizados no trabalho foram coletados do site do Instituto Nacional de 

Meteorologia (INMET)1, no qual foram escolhidas as estações meteorológicas A003 - 

Morrinhos/GO, A015 - Itapaci/GO, A034 - Catalão/GO, A037 - Silvânia/GO, A520 - 

Conceição Das Alagoas/MG, A535 - Florestal/MG, A737 - Ibitinga/SP, A738 - Casa 

Branca/SP, A912 - Campo Verde/MT, A920 - Juína/MT e A932 - Guiratinga/MT. A 

Figura 4 ilustra a localização das estações meteorológicas, designadas pelos nomes das 

respectivas cidades. As variáveis usadas foram: hora da medição; precipitação total (mm); 

pressão atmosférica ao nível da estação (mb); radiação global (kj/m²); temperatura do ar 

em bulbo seco (°C); temperatura máxima (°C); temperatura mínima (°C); temperatura do 

ponto de orvalho (°C); umidade relativa do ar (%); umidade relativa máxima (%); 

 
1 https://portal.inmet.gov.br/ 
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umidade relativa mínima (%); direção do vento (° (grau)); rajada de vento máxima (m/s) 

e velocidade média do vento (m/s). 

 

Figura 4. Localização das cidades de onde foram obtidos os dados meteorológicos. 

 
 

3.1.2 Pré Processamento 

As tabelas de dados obtidas do INMET possuíam dados ausentes, os quais foram 

preenchidos utilizando a média dos valores presentes de cada variável. Como os dados 

originais tem periodicidade horário, para as tarefas de classificação e regressão em 

periodicidade diária, é feita uma sumarização dos dados das 24 horas de cada día pelos 

seguintes cálculos: Precipitação - Soma; Pressão atmosférica à nível da estação, 

Radiação, Temperatura, Temperatura ponto de orvalho, Umidade relativa e Velocidade 

do vento - Média simples; Temperatura máxima, Umidade relativa máxima, Vento rajada 

máxima e Direção do vento - Maior valor; Temperatura mínima e Umidade relativa 

mínima - Menor valor. 

Como o INMET fornece uma tabela de dados separada para cada estação, então 

essas foram unidas em uma só tabela (Figura 5) para melhor representação dos dados de 

entrada, e os dados de precipitação foram extraídos da tabela da estação A034 - 

Catalão/GO como os dados de saída a serem preditos. 
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Figura 5: União das tabelas dos múltiplos pontos. 

 
 

Para a predição por classificação os níveis de precipitação foram discretizados em 

cinco classes definidas por: ‘Sem chuva’ para precipitação igual a 0 mm; ‘Pouca chuva’ 

para maior que 0 mm e menor que 3 mm; ‘Chuva’ para maior ou igual a 3 mm e menor 

que 5 mm, ‘Chuva moderada’ para maior ou igual a 5 mm e menor que 20 mm e ‘Muita 

chuva’ para maior ou igual a 20 mm . Por boa parte do ano não ocorrer chuvas as classes 

ficam desbalanceadas e portanto foi utilizado uma técnica chamada SMOTE (N. V. 

Chawla et. al., 2002) para o balanceamento das classes. 

 

3.1.3 Normalização 

Visando uma melhor predição por redes neurais, é usual normalizar os dados, 

geralmente entre 0 e 1 ou entre -1 e 1; isto faz com que a rede consiga lidar de maneira 

mais efetiva com os dados. Nesta pesquisa os dados foram normalizados entre -1 e 1 com 

exceção dos dados de saída na tarefa de classificação, pois cada classe será representada 

por um número. 

 

3.1.4 Janelamento 

Uma camada LSTM tradicionalmente recebe os dados de entrada com três 

dimensões, sendo elas [exemplo, marcação de tempo, variáveis] (Figura 6). Para isso as 

amostras de dados resultantes do pré-processamento e normalização que estão nas 

dimensões [exemplo, variáveis] precisam ser remodeladas para a adição da dimensão do 

tempo, que é definida com base no janelamento usado. 
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Figura 6: Formato dos dados de entrada para a rede LSTM. 

 

 

A Figura 7 ilustra o janelamento dos dados, no qual é escolhido um tamanho t da 

janela de tempo, e partindo do início da tabela de dados normalizada, as amostras são 

extraídas; a precipitação no tempo dia/hora(t+1) da cidade de Catalão é adicionada como 

saída da amostra. A janela é deslizada de uma em uma unidade ao longo da tabela de 

dados até p - (t+1), onde p é o índice da última linha da tabela de dados.  

 

Figura 7: Obtenção das amostras de dados por meio de janelamento. 
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3.1.5 Separação treino e teste 

Os dados são então separados aleatoriamente em treino e teste, sendo que 80% 

para treino e 20% para teste. No caso da tarefa de classificação os dados são ainda 

estratificados para que ambos dados de treino e teste possuam a mesma proporção de 

amostras para cada classe.  

 

3.2 MÉTODOS PROPOSTOS PARA PREDIÇÃO DE PRECIPITAÇÃO 

Para realização das predições foi utilizado uma rede LSTM de múltiplas camadas, 

representada pela Figura 8, sendo três camadas LSTM, de 128, 512 e 256 neurônios, 

respectivamente, e uma camada com um neurônio tradicional completamente conectado, 

para gerar as predições no formato desejado. Cada  camada LSTM é sucedida por uma 

camada de Dropout para remover aleatoriamente 20% das unidades para prevenir o 

‘overfitting’. Foi utilizada a função ‘rmsprop’ como otimizador, a função de erro médio 

quadrático como função de ‘loss’, a quantidade de épocas em 200 e tamanho do mini lote 

128. Para evitar excesso de treinamento, a rede foi configurada para parar o treinamento 

quando o valor de ‘loss’ não diminuir durante três épocas. 

No caso da classificação a saída da rede continua sendo um valor decimal, 

portanto após ser realizada a predição os valores são mapeados com uma função de 

arredondamento para o inteiro mais próximo assim correspondendo às classes pré 

definidas. 

 

Figura 8: Modelo LSTM utilizado 
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4 RESULTADOS  

Para a tarefa de classificação foram utilizadas as métricas acurácia global (que 

mede a taxa de classificação correta) e precision, recall, aplicados por classe. Precision 

(Eq. 3) mede a proporção das instâncias predicadas em uma dada classe que realmente 

pertencem àquela classe. Ex.: a proporção das predições de chuva forte em que realmente 

ocorreu chuva forte. Na Eq. 3, TP mede a quantidade de amostras da classe que foram 

preditas corretamente e FP mede a quantidade de amostras preditas erroneamente como 

pertencente a classe (também chamado de número de falsos positivos)   

 

𝑝𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
      (3) 

 

Recall (Eq. 4) mede a proporção das instância de uma classe que foram preditas 

naquela classe. Ex.: a proporção das chuvas fortes que foram preditas como chuvas fortes. 

Na Eq. 4, TP mede a quantidade de amostras da classe que foram preditas corretamente 

e FN mede a quantidade da classe que não foram detectadas (ou seja, que pertencem a 

classe mas não foram preditas corretamente).  

 

𝑟𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
       (4) 

 

A acurácia (Eq. 5) mede a proporção das instâncias em que a classe foi predita 

corretamente.  

 

𝑎𝑐𝑢𝑟á𝑐𝑖𝑎 =  
𝑞𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑎𝑚𝑜𝑠𝑡𝑟𝑎𝑠 𝑐𝑙𝑎𝑠𝑠𝑖𝑓𝑖𝑐𝑎çõ𝑒𝑠 𝑐𝑜𝑟𝑟𝑒𝑡𝑎𝑚𝑒𝑛𝑡𝑒

𝑞𝑢𝑎𝑛𝑡𝑖𝑑𝑎𝑑𝑒 𝑑𝑒 𝑎𝑚𝑜𝑠𝑡𝑟𝑎𝑠 𝑐𝑙𝑎𝑠𝑠𝑖𝑓𝑖𝑐𝑎𝑑𝑎𝑠 
           (5) 

    

Já para a tarefa de regressão foi utilizado o erro médio absoluto como métrica de 

desempenho e para comparação entre as tarefas de classificação e regressão, que possuem 

métricas diferentes, foi utilizado um método para definir a acurácia da predição por 

regressão. Este método considera uma variação positiva e negativa para definir se a 

predição foi correta ou não, e dessa forma se torna possível a comparação entre os dois 

tipos de predição, por regressão e classificação. 

A tarefa de classificação utilizando os dados divididos em horas obteve uma 

acurácia de 98%, sua matriz de confusão está representada na Figura 9, e as métricas 

precision e recall na tabela 1. Já a tarefa de classificação utilizando os dados divididos em 
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dias obteve uma acurácia de 89%, sua matriz de confusão está representada na Figura 10, 

e as métricas precision e recall na tabela 2. 

 

Figura 9: Matriz de confusão da classificação em horas 

 
 

Tabela 1: Precision e Recall para tarefa de classificação em horas 

Classe Precision Recall 

Sem chuva 0.96 0.97 

Pouca chuva 0.96 0.96 

Chuva 1.00 0.99 

Chuva moderada 1.00 0.99 

Muita chuva 1.00 1.00 
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Figura 10: Matriz de confusão da classificação em Dias. 

 
 

Tabela 2: Precision e Recall para tarefa de classificação em dias. 

Classe Precision Recall 

Sem chuva 0.89 0.86 

Pouca chuva 0.83       0.88 

Chuva 1.00 0.92 

Chuva moderada 0.90 0.88 

Muita chuva 0.88       0.94 

 

Para a tarefa de regressão por hora o erro absoluto médio foi de 0.18 e acurácia de 

98% com taxa de variação de 2mm, já a tarefa de regressão por dia o erro absoluto médio 

foi de 5,07 e acurácia de 67% com taxa de variação de 2mm. Devido à baixa acurácia, foi 

realizado um experimento com a tarefa de regressão com dados divididos em dias 
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utilizando uma variação maior de 6mm, porém a acurácia aumentou somente para 74,7%, 

portanto esse experimento não será levado em consideração. 

 

5 CONCLUSÕES E TRABALHOS FUTUROS  

Tanto a tarefa de classificação como a de regressão obtiveram melhores resultados 

utilizando dados em periodicidade horária em comparação com o uso de dados em 

periodicidade diária. Vale ressaltar que para um intervalo fixo de tempo, com os dados 

em periodicidade horária tem-se em uma maior quantidade de dados, e consequentemente 

amostras, do que se coletasse os dados com periodicidade diária. Também, é praticamente 

um consenso de que as redes neurais, entre elas a LSTM usada neste estudo, tem melhor 

desempenho de predicação quando treinadas com uma grande quantidade de amostras de 

dados.  Dados meteorológicos de múltiplos pontos com periodicidade diária têm sido 

viabilizados pelas estações meteorológicas automáticas, que tendem a  substituir as 

estações não-automáticas. Utilizando dados em periodicidade horária obteve-se 98% de 

acurácia tanto para a tarefa de classificação quanto para a tarefa de regressão (na regressão 

a acurácia foi medida considerando uma variação de ±2mm). É importante salientar que 

a tarefa de regressão entrega uma predição mais informativa, que é a estimativa da 

quantidade de chuva (em mm), em uma determinada hora.   

Ao comparar as tarefas de classificação e regressão utilizando os dados divididos 

em dias, a diferença de acurácia foi grande, tendo melhores resultados para a tarefa de 

classificação. Presume-se portanto que a tarefa de classificação consegue aprender com 

uma quantia menor de dados e que portanto se torna uma escolha mais interessante para 

casos onde a quantidade de dados disponíveis seja limitada.  
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