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RESUMO 

Os Sistemas de Bicicletas Compartilhadas são cada vez mais comuns nas cidades, 

evidenciando a relevância de abordagens que auxiliem na tomada de decisão e gestão 

estratégica das empresas responsáveis por esses sistemas. Neste trabalho, é apresentado 

uma versão estendida de um estudo de caso no sistema Capital BikeShare (Washington, 

D.C.) com o objetivo de realizar uma análise estatística para identificar a relação entre o 

clima e o serviço de aluguel de bicicletas, além de aplicar algoritmos de aprendizagem de 

máquina para classificar a quantidade de aluguéis. Como adicional desta versão, 

apresenta-se uma abordagem de agrupamentos das estações de aluguéis, que resultou em 

uma acurácia de 94,7%, maior do que a obtida anteriormente. Os resultados apresentados 

evidenciam que o agrupamento das estações, além de aumentar a acurácia dos modelos 

preditivos, também facilitam a aplicação desses modelos preditivos na prática. Dessa 

forma, os modelos preditivos apresentados são mecanismos eficientes que permitem 

gerenciar esses sistemas, adotando estratégias de negócios baseadas na previsão do tempo 

e nas estações do ano. 

 

Palavras Chave. Sistemas de Bicicletas Compartilhadas. Mineração de Dados. Gestão 

Estratégica. 

 

ABSTRACT 

Shared Bicycle Systems are increasingly common in cities, highlighting the relevance of 

approaches that assist in decision making and strategic management of these systems. 

This work presents an extended version of a case study in the Capital BikeShare system 

(Washington, D.C.) aiming to make a statistical analysis to identify the relationship 

between climate and bicycle rental service, in addition to applying machine learning 

algorithms to classify the number of rentals. In this extended version, it is presented a 

rental station grouping approach, which resulted in an accuracy of 94.7%, greater than that 

obtained previously. The results obtained show that stations grouping, in addition to 

increasing the accurate predictive models, also facilitate the application of these predictive 

models in practice. Thus, the predictive models presented are efficient mechanisms that 

allow to manage these systems adopting business strategies based on the weather and the 

seasons. 

Keywords. Shared Bicycle Systems. Data Mining. Strategic management. 

 

 

1 INTRODUÇÃO 

Apesar do progresso na aplicação da Mineração de Dados em projetos voltados 

para mobilidade urbana, o crescimento desenfreado das cidades trouxe consigo alguns 

problemas como a crescente quantidade de veículos e congestionamentos cada vez 

maiores e mais demorados. Neste contexto, a mobilidade urbana, além de ser uma 

temática desafiadora para a gestão pública, tem se destacado como uma das áreas de 

estudo mais relevantes no âmbito das Cidades Inteligentes [Georgescu et al., 2015], 

resultando em sistemas baseados na coleta de dados para auxiliar na gestão estratégica e 

tomada de decisão em cenários urbanos [Randhawa e Kumar, 2017]. 

As informações coletadas pelos sistemas de bicicletas compartilhadas 
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permitiram o surgimento de várias aplicações que podem realizar a integração de 

serviços, análise de dados e tomada de decisão em tempo real. Esses sistemas têm se 

destacado como uma alternativa relevante para reduzir congestionamentos no trânsito e 

melhorar a qualidade de vida das pessoas, por meio da prática de atividade física [Mossa 

et al., 2020]. Além dos benefícios práticos dos sistemas de bicicletas compartilhadas, os 

dados gerados por esses sistemas os tornam interessantes para a pesquisa científica, uma 

vez que variáveis como duração da viagem e os dados sobre geolocalização são 

explicitamente registrados [Viana et al., 2019]. Portanto, os dados gerados se destacam 

como recursos que podem ser utilizados para estudar a mobilidade urbana. A mineração 

de dados possibilita a análise dos registros desses sistemas e auxilia os gestores na 

tomada de decisão e no gerenciamento estratégico, uma vez que o correto entendimento 

sobre a dinâmica dos atores que envolvem a mobilidade urbana pode levar a decisões 

mais precisas. 

A gestão estratégica pode ser compreendida como a combinação de dois 

conceitos: gestão e estratégia. O primeiro conceito, sinônimo de administração, é 

definido por Chiavenato [2014] como o processo de planejar, organizar, liderar e 

controlar o uso de recursos de uma organização. Já o segundo conceito é definido por 

Pasquale et al. [2011] como as ações que a organização deve realizar para alcançar seus 

objetivos. Dessa forma, no ambiente empresarial, a estratégia está relacionada com 

objetivos financeiros, produtivos, mercadológicos e competitivos. Nos sistemas de 

bicicletas compartilhadas (estudo de caso neste trabalho), o conceito de estratégia pode 

ser aplicada de acordo com os padrões encontrados nos registros de aluguéis dos 

usuários. Neste cenário, a administração estratégica se refere a melhor utilização dos 

recursos disponibilizados pelo sistema (bicicletas), e, quando bem praticada, otimiza a 

alocação de recursos, aumentando eficiência, eficácia, visibilidade, transparência e 

atendimento aos objetivos estratégicos das empresas que gerenciam esses sistemas. 

Para garantir o bom funcionamento de um Sistema de Compartilhamento de 

Bicicletas é essencial redistribuir as bicicletas, repor o número de bicicletas em 

determinadas estação de acordo com a demanda [Liu et al., 2016]. No entanto, a demanda 

de bicicletas em cada estação de aluguel muda com frequência e esse é um problema 

desafiador [Xu et al., 2020]. Abordagens baseadas somente no monitoramento em tempo 

real podem não ser eficientes, já que leva tempo redistribuir as bicicletas quando ocorre 

um desequilíbrio. Prevendo as demandas futuras é possível distribuir um número viável 

de bicicletas em cada estação para melhorar a qualidade do serviço e a experiência do 
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usuário. Assim, são necessárias abordagens para que os fornecedores de bicicletas 

compartilhadas redistribuam as bicicletas entre as estações de forma proativa e 

econômica de forma a garantir o funcionamento efetivo do sistema. 

Sob essa perspectiva, a Mineração de Dados pode ser utilizada para analisar 

grandes quantidades de registros a procura de padrões consistentes em situações em que 

as técnicas tradicionais de exploração e análise de dados não sejam suficientes. Dessa 

forma é possível sistematizar os registros, interpretando-os, não só para análise dos 

eventos passados, mas também para a predição de situações futuras, identificando 

tendências no hábito dos usuários. 

Este artigo é uma versão estendida de “Análise Comparativa de Modelos 

Preditivos na Gestão Estratégica de Bicicletas Compartilhadas: Um Estudo de Caso”, 

publicado nos Anais do LII Simpósio Brasileiro de Pesquisa Operacional [Viana et al., 

2020], que analisa a acurácia de modelos preditivos para os serviços de aluguel de 

bicicletas utilizando informações de climáticas e sazonais e que tem as seguintes 

contribuições: (i) pré-processamento de uma base de registros, gerando 10 novas bases 

com características específicas; (ii) análise de correlação entre os atributos das bases 

geradas; (iii) aplicação de algoritmos de aprendizagem supervisionada, além de comitês 

homogêneos e heterogêneos, para classificação da quantidade de aluguéis conforme os 

registros contidos nas bases geradas; e, por fim, (iv) análise comparativa das diferentes 

técnicas de pré- processamento e algoritmos utilizados. 

Esta versão estendida apresenta alguns adicionais, dentre eles, detalhamento da 

problemática, apresentação dos atributos com valores discrepantes e aplicação dos 

algoritmos individuais e em comitês na base de dados, usando uma abordagem de 

agrupamento por quadrante das estações de aluguéis. 

 

2  TRABALHOS RELACIONADOS 

Os sistemas de compartilhamento de bicicletas evoluíram rapidamente desde a 

década de 60 [Zhang et al., 2015]. Algumas pesquisas já abordaram a análise e 

mineração de dados desses sistemas a fim de auxiliar na tomada de decisão [Vogel et al., 

2011]. Por exemplo, Caulfield et al. [2017] examinaram os padrões de uso de uma cidade 

da Irlanda, analisando a dinâmica de utilização de um desses sistemas. Mahmoud et al. 

[2015] usaram registros do sistema de bicicletas compartilhadas de Toronto para analisar 

fatores que influenciam o número de ciclistas na cidade. 

Zhang e Mi [2018] estimaram os benefícios ambientais do compartilhamento de 
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bicicletas na cidade de Xangai. O’Mahony e Shmoys [2015] analisaram os registros de 

um sistema de Nova York, abordando o problema de distribuição equilibrada de 

bicicletas durante os horários de pico. Fishman et al. [2015] identificaram e 

quantificaram os fatores que influenciam a participação dos ciclistas nesses sistemas, 

propondo um modelo de regressão relacionado aos hábitos dos usuários de cidades da 

Austrália. Moncayo-Martínez e Ramirez-Nafarrate [2016] realizaram uma análise dos 

padrões de mobilidade usando clusterização para entender o comportamento dos 

usuários na Cidade do México. Chen e Jakubowicz [2015] construiu um modelo capaz 

de inferir padrões de comportamento de viagens, avaliando dados da cidade de 

Washington DC. 

Borgnat et al. [2011] e Kaltenbrunner et al. [2010] usaram modelos estatísticos 

de predição para diferentes propósitos, em estações de Lyon e Barcelona, 

respectivamente. Borgnat et al. [2011] utilizaram esses modelos para predizer o número 

de aluguéis em uma determinada hora. Kaltenbrunner et al. [2010] também utilizaram 

modelos estatísticos de predição para indicar o número de bicicletas livres para aluguel. 

Viana et al. [2019] enriqueceram um sistema de bicicletas compartilhadas com 

informações meteorológicas e sazonais. Os autores evidenciaram padrões de atividade 

dos ciclistas relacionados a informações de data e clima, além de identificar um conjunto 

de parâmetros que influenciam o fluxo de aluguel de bicicletas. Neste contexto, 

exploraram a relação entre esses parâmetros e padrões, a fim de apresentar modelos 

preditivos de regressão para previsão da quantidade de aluguel. Diferentemente, neste 

trabalho, foi utilizada a base disponibilizada pelos autores para aplicar algoritmos de 

classificação, além de utilizar uma abordagem de agrupamento para as estações. 

 

3 METOLODOGIA 

Nesse trabalho, foram utilizados, como estudo de caso, os registros do Capital 

BikeShare (CBS)1. Esse sistema está em funcionamento desde 2010 e atualmente possui 

mais de 500 estações e cerca de 4300 bicicletas. A base de dados original do ano de 2017 

do CBS possui cerca de 3,75 milhões de registros. No entanto, para esse trabalho adotou-

se, a base de dados disponibilizada por [Viana et al., 2019], que possui os registros dos 

aluguéis do CBS agrupados por hora e enriquecidos com informações de contexto. Essa 

base de dados possui 8737 registros e 17 atributos: id, date, month, weekday, day, hour, 

season, workday, holiday, temperature, r_temperature, wind, humidity, dew_point, 

 
1 Um sistema de bicicletas compartilhadas localizado em Washington D.C (capitalbikeshare.com). 
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pressure, cut_description e qtd. 

Utilizou-se a biblioteca Pandas2 para aplicar cinco procedimentos de pré-

processamento (isoladamente e em conjunto) na base original,  resultando em 10 novas 

bases de dados.   Para   os experimentos utilizaram-se algoritmos da biblioteca Scikit 

Learn [Pedregosa et al., 2011]: C- Support Vector Classification (SVC), Gaussian Naive 

Bayes (NB), K-Neighbors Classifier (KNN), Multi-layer Perceptron classifier (MLP), 

Random Forest Classifier (RFC) e Decision Tree Classifier (DT). Além disso, também 

foram aplicados comitês de algoritmos usando um conjunto dos mesmos classificadores 

(comitês homogêneos) e de diferentes classificadores (comitês heterogêneos) [Kuncheva, 

2014]. A metodologia do presente trabalho é resumida na Figura 1. 

 

Figura 1: Metodologia dos experimentos. 

 

 

Na etapa de pré-processamento foi verificado que não existiam registros 

duplicados nem discrepantes. Ademais, realizaram-se os seguintes procedimentos na 

base original: 

a. Procedimento A: remoção de registros incompletos. Alguns atributos 

foram removidos da base, a saber: id, que não é útil para os propósitos deste 

trabalho; date, uma coluna redundante, já que outras colunas (ex. month, day) 

foram derivadas dela; holiday, que possuía 8449 valores faltosos, já que só 

possuía valor se o dia fosse feriado; e cut_description, que possuía todos os 

registros vazios. 

b. Procedimento B: conversão da variável season para um valor numérico. 

Esse atributo que era categórico com o nome das estações do ano foi tratado 

para ser representando com valores numéricos, em um novo atributo 

(SeasonN). Dessa forma, “Winter” foi substituído por 1, “Spring” por 2, 

“Summer” por 3, e “Fall” por 4. 

c. Procedimento C: discretização da variável classe (qtd) utilizando cut e 

 
2 pandas.pydata.org 
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qcut. Para isso, transformou-se essa variável numérica em valores discretizados 

que representam a quantidade de aluguéis: "Muito baixa", "Baixa", "Média", 

"Alta"e "Muito Alta".  Para isso, utilizou-se o método cut e qcut da biblioteca 

Pandas. O primeiro segmenta e classifica valores de dados em partições 

(equidistância) e o segundo gera partições que possuem aproximadamente a 

mesma quantidade de registros. As especificações de cada partição gerada por 

meio dessas abordagens são descritas em Viana et al. [2020]. 

d. Procedimento D: normalização das variáveis meteorológicas. Essas 

variáveis foram normalizadas utilizando o método MinMaxScaler da biblioteca 

Scikit Learn3, que substitui por 0  o menor valor do conjunto (Min), e por 1 o 

maior valor (Max), calculando o restante dos valores entre esse intervalo, de 

acordo com a Equação 1, onde x é o valor a ser normalizado. 

 

(1) 

e. Procedimento E: aplicação da Análise de Componentes Principais (PCA, 

do inglês Principal Component Analysis) nas bases normalizadas, uma técnica 

de redução de dimensionalidade baseada na variância dos dados [Shlens, 2014]. 

Esse procedimento foi usado para redução de 25% e 50% da dimensionalidade. 

Assim, a partir das bases que possuíam 12 atributos (excluindo a variável 

classe), geraram-se bases que possuíam 9 e 6 atributos, respectivamente. No 

entanto, a aplicação da PCA na base original não foi proveitosa pois essa 

técnica é sensível a valores discrepantes. Por outro lado, a redução da 

dimensionalidade nas outras bases geradas não se fez necessária, uma vez que 

essas já tem o tamanho reduzido. 

f. Procedimento F: agrupamento das estações de aluguéis. Conforme é 

apresentado na Figura 2, para definir os agrupamentos das estações foram 

consideradas a divisão por quadrantes (já existentes na estrutura da cidade de 

Washington DC): Noroeste (NW), Nordeste (NE), Sudeste (SE) e Sudoeste 

(SW). Esses quatro quadrantes foram usados para agrupar as 484 estações de 

bicicletas por meio da posição geográfica na qual o aluguel acontece. Cerca de 

0,1% da base original (3836 registros) foi desconsiderada por possuir valores 

 
3 scikit-learn.org 
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nulos para as posições geográficas de inicio/fim do aluguel, impossibilitando 

identificar o quadrante onde o aluguel ocorreu. 

 

Figura 2: Divisão em quadrantes e limite territorial de Washington, D.C. 

 
Fonte: United States Geological Survey Wikipedia [2020] 

 

Os procedimentos supracitados foram usados individualmente e em conjunto para 

gerar onze novas bases de dados. Na Tabela 1 são apresentadas as bases que foram 

geradas, especificando os procedimentos aplicados em cada uma. 

Tabela 1: Procedimentos aplicados em cada base gerada. 

 
A B 

C 
D 

E 
F 

cut qcut 25% 50% 

Base 1 X        

Base 2 X X       

Base 3 X X X      

Base 4 X X  X     

Base 5 X X X  X    

Base 6 X X  X X    

Base 7 X X X  X X   

Base 8 X X X  X  X  

Base 9 X X  X X X   

Base 10 X X  X X  X  

Base 11 X X X  X   X 
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4 RESULTADOS E DISCUSSÕES 

Nesta seção é apresentada a análise de correlação, bem como a utilização da 

aprendizagem supervisionada com algoritmos clássicos de classificação (SVC, NB, 

KNN, MLP, RFC e DT), além da aplicação de comitês homogêneos e heterogêneos. 

Não foram identificados valores discrepantes nos atributos month, weekday, 

day e hour. Assim, o valor de month está sempre entre 1 e 12; weekday entre 1 e 7; day, 

entre 1 e 31; e hour entre 0 e 23. Ou seja, não existem valores fora da faixa comum para 

esses quatro atributos. 

No que diz respeito aos atributos de clima, foram identificados valores 

discrepantes nos atributos wind e pressure (Figura 3). O atributo pressure tem relação 

com a temperature, já que quanto maior é a temperatura, menor é a pressão; e quanto 

maior é a pressão, menor é a temperatura. Isso ocorre porque, sob baixas temperaturas, 

o ar fica mais pesado e comprime o ar que está abaixo, elevando, assim, a pressão 

atmosférica. No que diz respeito a variável wind, é possível que em condições de ventos 

extremos aconteçam falhas de leitura ou viés substancial se baseado na observação 

humana [Dupuis e Field, 2004]. Como esses dois atributos praticamente não possuem 

correlação significativa com a quantidade de aluguéis (nas bases 4 e 6, pressure com 

correlação de 0,04 e wind com correlação de 0,13), esses valores discrepantes presentes 

nas bases de dados não  foram tratados. 

 

Figura 3: Intervalo de valores dos atributos da base de dados 1 

 

 

4.1.ANÁLISE DE CORRELAÇÃO 

A análise de correlação foi realizada em cada uma das bases de dados criadas para 

uma breve análise da relação entre as variáveis.  A correlação entre esses atributos considera 

dois vetores aleatórios x e y de tamanhos n com médias x̄ e ȳ respectivamente. O coeficiente de 
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correlação (ρ) entre essas variáveis, neste caso, foi calculada por meio dos coeficientes de 

Pearson (Equação 2), onde di é a diferença entre cada posição de x e y [Becker, 2018].. Quanto 

mais próximo de 1 essa medida está, mais o valor de uma variável interfere no valor da outra 

(ou seja, quanto maior uma, maior a outra). Por outro lado, se o valor está próximo de −1, existe 

uma correlação inversa (quanto maior um, menor o outro). Contudo, quando o coeficiente 

de correlação é 0, não há correlação entre as variáveis [Bussab e Morettin, 2010]. 

                                                   (2) 

 

 

As matrizes de correlação das bases de dados foram coloridas conforme um 

intervalo de cores, no qual: a cor mais clara representa a correlação e a escura a 

correlação inversa. Valores próximos de zero estão coloridos em roxo, indicando a 

inexistência de correlação. 

As matrizes de correlação geradas para as bases de dados de 1 a 6 apresentam 

diferenças sutis (Figura 4). Como esperado, a estação do ano infere nas outras variáveis 

climáticas, e, além disso, tem uma relação bastante significativa com o mês do ano, já que, 

em Washington DC, as estações são bem definidas e costumam iniciar e terminar nas 

mesmas datas. Observou-se uma relação entre temperature e r_temperature; wind e 

humidity; e dew_point e pressure que tem correlação com as outras variáveis climáticas. 

Em relação a variável classe (qtd), é possível observar que ela tem uma correlação 

positiva com hour, temperature e r_temperature, enquanto tem uma correlação negativa 

com o atributo humidity. Em outras palavras, subtende-se que conforme o clima está mais 

quente e menos úmido, o número de aluguéis aumenta. 

Essa correlação entre temperatura e a quantidade de aluguéis também foi 

identificada por Mahmoud et al. [2015] no sistema de compartilhamento de bicicletas 

em Toronto. Em termos de gestão estratégica, por exemplo, essas informações podem ser 

utilizadas para planejar, em conjunto com ferramentas de previsão do tempo, um 

calendário de manutenção nas bicicletas em épocas do ano com baixo fluxo de aluguéis 

(época de quadros chuvosos ou de extremo frio). 

Em relação às bases de dados geradas com a PCA com redução de 25% (7 e 9) 

e 50% (8 e 10) não foi visualizada correlação entre os atributos, o que era esperado, já 

que novos atributos (totalmente diferentes dos originais) foram gerados com a aplicação 

dessa técnica. 
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4.2.APRENDIZAGEM SUPERVISIONADA 

Para os algoritmos de aprendizagem supervisionada utilizou-se validação 

cruzada k-fold de modo que a mesma base é usada para treinamento e teste do algoritmo 

[James et al., 2013]. Assim, dividiu-se a base em 10 partes, usando 9 para treino e a parte 

remanescente para teste, repetindo o experimento 10 vezes e calculando a média da 

acurácia e do desvio padrão para cada algoritmo. As médias desses valores são exibidas 

na Tabela 2, com aproximação de 3 casas decimais. Em negrito, está destacada a melhor 

acurácia obtida para cada uma das bases. Nas bases de dados de 3 a 6, a árvore de decisão 

foi o algoritmo com melhor desempenho. Já nas bases de dados onde a redução de 

dimensionalidade foi aplicada, o classificador com melhor acurácia foi o MLP. E, na 

base de dados 11, o melhor classificador foi o RFC. A aplicação dos algoritmos na base 

de dados 11 será discutida na Seção 4.4. 

 

Tabela 2: Acurácia e desvio padrão dos algoritmos individuais em cada base. 

BAS

E 

SVC NB KNN MLP RFC DT 

3 0,562 ± 

0,129 

0,631 ± 

0,117 

0,643 ± 

0,061 

0,591 ± 

0,106 

0,779 ± 

0,028 

0,807 ± 

0,026 

4 0,217 ± 

0,042 

0,464 ± 

0,041 

0,450 ± 

0,017 

0,405 ± 

0,046 

0,722 ± 

0,064 

0,746 ± 

0,062 

5 0,676 ± 

0,052 

0,628 ± 

0,117 

0,684 ± 

0,043 

0,774 ± 

0,023 

0,778 ± 

0,030 

0,807 ± 

0,026 

6 0,489 ± 

0,017 

0,464 ± 

0,041 

0,550 ± 

0,042 

0,721 ± 

0,059 

0,712 ± 

0,052 

0,744 ± 

0,057 

7 0,720 ± 

0,036 

0,650 ± 0,51 0,672 ± 

0,037 

0,823 ± 

0,022 

0,717 ± 

0,031 

0,672 ± 

0,044 

8 0,654 ± 

0,053 

0,629 ± 

0,067 

0,611 ± 

0,048 

0,661 ± 

0,041 

0,638 ± 

0,050 

0,581 ± 

0,035 

9 0,584 ± 

0,036 

0,463 ± 

0,027 

0,521 ± 

0,047 

0,738 ± 

0,060 

0,603 ± 

0,059 

0,567 ± 

0,066 

10 0,496 ± 

0,033 

0,447 ± 

0,031 

0,450 ± 

0,022 

0,525 ± 

0,320 

0,467 ± 

0,040 

0,435 ± 

0,044 

11 0,910 ± 

0,015 

0,748 ± 

0,049 

0,903 ± 

0,016 

0,933 ± 

0,009 

0,938 ± 

0,013 

0,934 ± 

0,009 

 

De modo geral, a discretização por meio do método cut resultou em melhores 

resultados na acurácia dos algoritmos aplicados. Além disso, é possível perceber que a 

normalização diminuiu a variação da acurácia nos modelos gerados. É notável também 

que a PCA com 25% obteve melhor desempenho que a PCA com 50%, o que aconteceu 

por razão da perda de informação que acontece ao diminuir a quantidade de atributos. 
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Figura 4: Correlação das bases geradas por cada método de discretização. 

(a) Bases 1 e 2 (sem discretização). 

 

(b)  Bases 3 e 5 (discretização com método cut).  

 

 (c) Base 4 e 6 (discretização com método qcut). 
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4.3.APLICAÇÃO DE COMITÊS HOMOGÊNEOS E HETEROGÊNEOS 

Na base de dados 5, na qual os algoritmos isolados obtiveram melhor 

desempenho, foram 

aplicados os comitês homogêneos e heterogêneos. Os comitês homogêneos foram 

aplicados utilizando o BaggingClassifier (também da biblioteca Scikit Learn) que gera 

um conjunto de modelos utilizando um algoritmo de aprendizagem simples por meio da 

combinação por votos para classificação [Breiman, 1996]. Foram aplicados comitês 

homogêneos de tamanho T = { 5, 10, 20} para os algoritmos SVC, NB, KNN, MLP e 

DT. 

Para compor os comitês heterogêneos foram usados os três algoritmos com 

melhor desempenho na aplicação dos comitês homogêneos (KNN, MLP e DT). Esses 

algoritmos foram combinados para compor os seguintes comitês heterogêneos: KNN e 

MLP; KNN e DT; MLP e DT; KNN, MLP e DT. Para tal, aplicou-se o Stacking, uma 

técnica de aprendizado de conjunto para combinar vários modelos de classificação por 

meio de um meta-classificador (nesse caso, os dois melhores: MLP e DT). Os modelos 

de classificação individual são treinados com base no conjunto de treinamento completo; 

então, o meta-classificador é ajustado com base nos resultados dos modelos de 

classificação individuais [Tang et al., 2015]. Essa técnica foi aplicada usando o 

StackingClassifier da biblioteca Mlxtend4. 

Os resultados detalhados destes experimentos podem ser conferidas em Viana et 

al. [2020]. Em resumo, a Figura 5 mostra a variação de desempenho das abordagens 

utilizadas para geração dos modelos preditivos na base de dados 5. Nota-se que a 

aplicação dos comitês heterogêneos não possui tanto impacto quanto a dos homogêneos. 

 

Figura 5: Variação dos resultados de cada abordagem na base de dados 5. 

 

Fonte: Viana et al. [2020] 

 
4 rasbt.github.io/mlxtend/user_guide/classifier/StackingClassifier/ 
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O único comitê que variou de acurácia com a alteração do tamanho foi o KNN e 

MLP. Todos os outros permaneceram com a mesma acurácia, independente do meta-

classificador usado. No entanto, esta acurácia de aproximadamente 75% no restante dos 

comitês foi inferior aos resultados obtidos anteriormente, portanto, a utilização dessa 

técnica nessa situação se mostrou ineficaz, uma vez que a acurácia não melhorou após o 

agrupamento dos comitês heterogêneos. Por outro lado, utilizando um comitê 

homogêneo de Árvores de Decisão de tamanho 20, obteve-se a acurácia de 85%, 

evidenciando a eficiência do algoritmo, tanto individualmente quanto em conjunto. 

 

4.4.ABORDAGEM COM AGRUPAMENTOS DE ESTAÇÕES 

Embora as análises anteriores auxiliem na tomada de decisão nesses sistemas, 

o quantitativo de aluguéis em nível de cidade pode não ser suficiente para solucionar o 

problema de desbalanceamento de bicicletas.  De um ponto de vista operacional, é mais 

prático predizer a quantidade de aluguéis em determinadas regiões da cidade. Nesse 

sentido, realizaram-se agrupamentos das estações, de modo a alocar recursos conforme 

as necessidades de cada grupo. 

Na Tabela 3 é detalhada a quantidade de estações em cada quadrante, bem como 

a duração média dos aluguéis que acontecem em cada um. A maior parte das estações 

encontram-se no quadrante NW, por conta do maior espaço territorial destinado a esse 

quadrante. Além disso, percebe-se que, embora o quadrante SW não possua o maior 

número de estações, esse quadrante possui, em média, aluguéis que duram mais. Por 

exemplo, os aluguéis no quadrante SW são cerca de 80% mais demorados em relação a 

aluguéis que acontecem no quadrante NE. 

 

Tabela 3: Quantidade de estações e duração média dos aluguéis por quadrante. 

Quadrante Quantidade de Estações Duração Média (minutos) 

NW 273 (53,4%) 18,2 

NE 53 (11,0%) 14,7 

SW 121 (25,0%) 26,48 

SE 37 (7,6%) 15,67 

 

Uma vez que a aplicação do método cut resultou em melhores acurácias nas 

bases de dados nais quais ele foi aplicado, na base de dados 11 (com o agrupamento das 

estações de aluguéis), aplicou-se esse método para discretização da quantidade de 
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aluguéis, utilizando os seguintes partições: 0 a 261, muito baixa; 262 a 520, baixa; 521 a 

780, média; 781 a 1039, alta; 1040 a 1299, muito alta. Após a discretização, uma análise 

da correlação entre os atributos desta nova base mostrou resultados similares aos 

apresentados anteriormente (Seção 4.1). 

Na Figura 6 é apresentada a acurácia dos algoritmos aplicados na base de dados 

11, a qual tem as estações agrupadas por quadrante. Em geral, os algoritmos obtiveram 

melhor desempenho nesta base. O RFC se destacou, com a acurácia de aproximadamente 

93,82% ± 0,011. Dessa forma, o resultado alcançado pelo RFC (sem uso de comitês) 

ultrapassou os resultados alcançados pelo DT (93,24% ± 0,008) e MLP (93,36% ± 

0,009), que foram destaques nas bases de dados anteriores. 

 

Figura 6: Acurácia dos algoritmos aplicados na base de dados 11. 

 
 

A aplicação dos comitês é apresentada na Figura 7. Os comitês homogêneos 

não foram proveitosos em todos os algoritmos. Como mostrado na Figura 7(a), somente 

MLP e DT tiveram um aumento significado da acurácia com a aplicação dessa técnica. 

Destaca-se, ainda, que os comitês homogêneos de DT, dos diversos tamanhos, 

apresentaram acurácias maiores do que as alcançadas pelos comitês homogêneos de 

RFC. A acurácia do MLP esteve entre os melhores, no entanto, este algoritmo demanda 

de um grande custo computacional.  

Adicionalmente, como exposto na Figura 7 (b), foram construídos comitês 

heterogêneos com a combinação dos algoritmos que obitveram melhores acurácias 

individualmente, usando cada um deles como meta-classificadores (MLP, RFC e DT), 

porém, não obtiveram acurácias maiores do que as já encontradas. O melhor resultado 

alcançado com os comitês heterogêneos foi de 90,21% ± 0,027, obtido com o comitê 

composto pelo MLP, RFC e DT, usando o MLP como meta-classificador. 
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Figura 7: Aplicação de comitês na base de dados com estações agrupadas. 

 

(a) Comitês comitês homogêneos. 

 

(b) Comitês heterogêneos. 

 

 

5 CONCLUSÕES 

Como mostrado, a mineração de dados aliada à prática da gestão estratégica se 

mostra um mecanismo eficiente que permite implementar avanços referente à 

interpretação dos registros nessa modalidade de sistema de transporte. 

Com este trabalho evidenciou-se a possibilidade de gerar modelos preditivos 

para classificar a quantidade de aluguéis usando informações de contexto em sistemas de 

bicicletas compartilhadas. Nesse trabalho, foram fornecidas, aos gestores dessa 

modalidade de sistemas, informações precisas acerca do serviço de aluguel de bicicletas 

para auxiliá-los no entendimento do hábito dos usuários. Assim, o uso dos modelos 

preditivos apresentados auxiliam na tomada de decisão dos gestores desses sistemas. Na 
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classificação da quantidade de aluguéis, a melhor acurácia obtida foi de 94,7%, 

alcançada com a aplicação de um comitê homogêneo de Árvore na base de dados com as 

estações agrupadas. Dessa forma, os agrupamentos, além de melhorar a acurácia, também 

são mais úteis na solução prática do problema de desbalanceamento. A aplicação dos 

comitês heterogêneos não se mostrou efetiva, mesmo usando a Árvore de Decisão como 

meta-classificador. Como trabalhos futuros pretende-se aplica e avaliar a acurácia deses 

algoritmos em bases de dados com outras abordagens de agrupamentos. 
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