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Аннотация 

Актуальность исследования заключается в необходимости развития энергосберегающих подходов за счет приме-
нения средств интеллектуального анализа данных для повышения эффективности процесса принятия управленче-
ских решений и, как следствие, более оптимального использования энергетических ресурсов. В частности, прогно-
зирование величины выработки электрической энергии солнечной электростанцией позволит повысить обосно-
ванность решений, принимаемых в процессе управления распределением электроэнергии в децентрализованных 
системах. При наличии информации о том, сколько электроэнергии будет выработано солнечной электростанцией и 
передано в сеть в каждый час суток, появится возможность более обоснованно планировать использование вырабо-
танной электроэнергии и ее распределение. Также наличие достоверного прогноза позволит встраивать математи-
ческую модель в подсистему управления микросетями, что, в свою очередь, будет способствовать интеграции цен-
трализованных электрических сетей и объектов распределенной генерации. На практике для реализации прогнози-
рования не всегда подходят существующие методы расчета выработки электроэнергии солнечными электростан-
циями по техническим характеристикам оборудования солнечных электростанций. Кроме того, нет стандартов по 
использованию метеорологических и других факторов при создании прогнозных моделей. Поэтому исследование 
носит междисциплинарный характер, сочетая в себе важную практическую значимость и выработку новых реко-
мендаций в части применения алгоритмов машинного обучения, а также учета метеорологических факторов в про-
гнозных моделях. Целью исследования является повышение обоснованности перспективного планирования объе-
мов выработки электрической энергии объектом альтернативной энергетики (солнечной электростанцией).  
Объекты: солнечная электростанция им А.А. Влазнева (Сакмарская СЭС), расположенная в Оренбургской области, 
г. Орск, Октябрьский район, географические координаты: 51.266023 с.ш, 58.474689 з.д. Методы: аналитический ме-
тод, методы математической статистики, методы машинного обучения, комплексного обобщения научных дости-
жений и практического опыта применения средств обработки данных в задачах прогнозирования выработки элек-
троэнергии солнечными электростанциями. Результаты. Проведен обзор литературных источников, отражающих 
результаты применения современных средств интеллектуального анализа данных при прогнозировании величины 
выработки электроэнергии солнечными электростанциями. Рассмотрены различные подходы к прогнозированию 
выработки электроэнергии на солнечных электростанциях, проведен анализ факторов, применяемых при прогно-
зировании. Были получены результаты теоретического и прикладного характера, заключающиеся в рекомендациях 
по применению экзогенных переменных при прогнозировании выработки электроэнергии на СЭС, а также некото-
рых алгоритмов машинного обучения при построении прогнозных моделей. Данные рекомендации были получены 
в процессе обобщения результатов прикладных исследований. 

Ключевые слова: Солнечная энергия, энергосбережение, прогнозирование, интеллектуальный анализ данных, ма-
шинное обучение, градиентный бустинг. 
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Abstract 

Relevance. The need to develop energy-saving approaches through the use of data mining tools to improve the efficiency of 
management decision-making and more optimal use of energy resources. Forecasting the amount of electric energy generated 
by a solar power plant will allow optimal electricity distribution in decentralized systems. Information about the amount of 
electricity generated by a solar power plant and transmitted to a grid at every hour will allow planning the use of generated 
electricity and its distribution more reasonably. Also, the presence of a reliable forecast will allow embedding a predictive model 
into the micro-grid management subsystem. This will facilitate the integration of centralized electrical networks and distributed 
generation facilities. Aim. To analyze scientific papers containing proposals to improve the accuracy of determining the amount 
of electricity generated by solar power plants; to develop machine learning models that allow you to create a short-term forecast 
of electricity generation by a solar power plant. Objects. Solar power plant named after A.A. Vlaznev (Sakmarskaya SPP), 
Orenburg region, Orsk, Oktyabrsky district, geographical coordinates: 51.266023, 58.474689. Methods. Analytical method, 
methods of mathematical statistics, methods of machine learning, complex generalization of scientific achievements and 
practical experience in the use of data processing tools in the tasks of forecasting electricity generation by solar power plants. 
Results. The authors have carried out the review of literature sources reflecting the results of using modern data mining tools in 
predicting the magnitude of electricity generation by solar power plants. The paper considers various approaches to forecasting 
electricity generation at solar power plants. The analysis of factors used in forecasting is carried out. The authors obtained the 
results of theoretical and applied nature. The results  consist in recommendations on using exogenous variables in predicting 
power generation at SPP, as well as some machine learning algorithms in construction of predictive models. These 
recommendations were obtained in generalizing the results of the applied research. 
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Введение 
Использование возобновляемых источников 

энергии (ВИЭ) является перспективным направле-

нием развития мировой энергетики. ВИЭ – это 

неисчерпаемые и экологически чистые источники 

энергии, однако доля их применения по сравнению 

с ископаемыми видами топлива на сегодняшний 

день невелика. Это связано с рядом проблем, воз-

никающих при использовании альтернативных ис-

точников энергии. Прежде всего, это экономиче-

ский аспект. Капиталовложения в строительство и 

эксплуатацию ВИЭ электростанций гораздо боль-

ше, чем стоимость поддержания работоспособно-

сти и модернизации электростанций, функциони-

рующих на ископаемых видах топлива. При этом 

мощность генерирующих объектов возобновляемой 

энергетики существенно меньше генерирующих 

мощностей объектов традиционной энергетики. 

Другим аспектом, затрудняющим развитие ВИЭ, 

является экологический аспект. С одной стороны, 

альтернативные источники энергии являются эко-

логически чистыми, но их внедрение сопровожда-

ется некоторыми экологически негативными по-

следствиями, такими как: затенение и простаивание 

плодородных почв (солнечные электростанции), 

изменение направления ветра и, как следствие, пу-

тей миграции птиц (ветровые электростанции), не-

разлагаемые отходы некоторых видов оборудова-

ния ВИЭ и др. Кроме того, одним из немаловажных 

препятствий на пути к полномасштабному внедре-

нию ВИЭ является большая зависимость данных 

источников энергии от метеорологических факто-
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ров и, как следствие, непостоянный уровень выра-

ботки электроэнергии, и неравномерное располо-

жение объектов ВИЭ в разных климатических 

условиях. C другой стороны, тенденция увеличения 

нагрузки на электрические сети приводит к росту 

использования исчерпаемых природных ресурсов, 

необходимых для генерации электроэнергии. Это, в 

свою очередь, может привести к истощению запа-

сов природного топлива и другим экологическим 

проблемам, таким как, например, глобальное изме-

нение климата (потепление) [1]. Поэтому в мире 

происходит реформирование подходов к средствам 

производства электрической энергии и выдвигают-

ся амбициозные требования к современной энерге-

тике, в формализованном виде сводящиеся, как 

правило, к минимаксной задаче оптимизации: 

обеспечить как можно большее число потребителей 

(в том числе в удаленных регионах) электроэнерги-

ей необходимого качества при минимальном ис-

пользовании ископаемых видов топлива, следова-

тельно, при минимальном негативном воздействии 

на окружающую среду. Для решения поставленной 

задачи происходит переориентация региональных 

энергосистем, заключающаяся в переходе от цен-

трализованных энергосистем к распределенным. 

При этом под распределенной генерацией электро-

энергии стоит в данном случае понимать процесс 

децентрализованного производства электроэнергии 

различными видами электростанций (на основе 

ископаемых видов топлива и ВИЭ). Предполагает-

ся, что доля ВИЭ в производстве электроэнергии с 

каждым годом должна увеличиваться. 

В отдельно взятой стране такой процесс модер-

низации энергосистем происходит по-своему. При-

чинами этому являются региональные особенности, 

в том числе климатические, государственное стиму-

лирование в области поддержки внедрения ВИЭ, а 

также наличие научной базы для проведения иссле-

дований и разработки новейших технологий, спо-

собствующих повышению доступности и конкурен-

тоспособности ВИЭ по сравнению с традиционной 

энергетикой [2, 3]. Особенное внимание в научных 

исследованиях уделяется развитию возобновляемой 

энергетики в удаленных населенных пунктах [4, 5]. 

В Российской Федерации, по мнению экспертов, 

для развития альтернативной энергетики имеются 

подходящие климатические условия во многих ре-

гионах [6, 7]. Кроме того, как отмечают ученые 

в [6], создание и функционирование объектов гене-

рации электрической энергии, основанных на аль-

тернативных источниках энергии, является эконо-

мически целесообразным. 

Все перечисленные аспекты и сложные вызовы, 

которые ставятся перед альтернативной энергети-

кой, определяют необходимость проведения науч-

ных исследований. В частности, для повышения эф-

фективности планирования выработки электроэнер-

гии объектами ВИЭ необходим поиск новых мето-

дов поддержки принятия решения при внедрении и 

эксплуатации электростанций на основе ВИЭ. 

Помимо описанных ранее проблем внедрения 

объектов ВИЭ существует также проблема сложно-

сти управления системами с децентрализованной 

генерацией электроэнергии [8]. Поэтому одним из 

путей, способствующих более обоснованному уче-

ту и перспективному планированию величины вы-

работки электроэнергии с помощью ВИЭ в энерго-

системе с распределенной генерацией, является 

прогнозирование выработки электроэнергии. 

 
Объект, предмет и цель исследования 
В соответствии с вышеизложенным была опре-

делена цель настоящего исследования – повышение 

обоснованности перспективного планирования 

объемов выработки электрической энергии объек-

том альтернативной энергетики. 

Для решения поставленной цели были опреде-

лены и реализованы следующие задачи: 

1) провести обзор актуальных научных исследова-

ний в области повышения эффективности 

управления объектами ВИЭ за счет интеллекту-

ального анализа данных; 

2) провести сравнительный анализ методов и фак-

торов, влияющих на величину выработки элек-

троэнергии объектов ВИЭ и используемых при 

ее прогнозировании; 

3) провести прикладное исследование на примере 

ретроспективных данных о выработке электро-

энергии солнечной электростанцией, заключа-

ющееся в: 

 исследовании метеорологических факторов, 

влияющих на величину выработки электро-

энергии СЭС; 

 создании прогностических моделей, позво-

ляющих получить прогноз выработки элек-

троэнергии на час вперед; 

 оценке погрешности прогноза; 

4) определить перспективы для дальнейших ис-

следований. 

В соответствии с указанными задачами работа 

была структурирована следующим образом: во 

Введении содержится краткий анализ сложностей, 

связанных с внедрением ВИЭ, в данном разделе 

определены цель и задачи, объект и предмет иссле-

дования, в разделе Обзор литературы отражен 

анализ современных методов прогнозирования вы-

работки электроэнергии объектами ВИЭ по раз-

личным критериям (метод прогнозирования, фак-

торы, использованные при моделировании и т. д.). 

В разделе Прогнозирование выработки электро-
энергии на примере СЭС им. А.А. Влазнева приве-

дены результаты создания прогностических моде-
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лей, оценка их качества. Раздел Заключение содер-

жит описание полученных результатов, ключевые 

выводы по исследованию и перспективы дальней-

ших исследований. 

В качестве объекта исследования была рассмот-

рена солнечная электростанция им А.А. Влазнева 

(Сакмарская СЭС), расположенная в Оренбургской 

области, г. Орск, Октябрьский район, географиче-

ские координаты: 51.266023 с.ш, 58.474689 з.д. 

Сакмарская СЭС расположена на территории быв-

шего золотоотвала Орской ТЭЦ-1 и находится на 

балансе ПАО «Т Плюс» [9]. Установленная мощ-

ность электростанции 25 МВт. 

Место расположения данной электростанции 

выбрано, с одной стороны, очень удачно, так как 

она расположена на территории отходов от золото-

добывающего производства, следовательно, не яв-

ляется причиной затенения плодородных почв. Но, 

с другой стороны, наличие большого количества 

пыли и частых ветров способствует быстрому за-

грязнению солнечных панелей и, как следствие, 

снижению выработки электроэнергии. 

Для производства электрической энергии, осно-

ванной на фотоэлектрическом преобразовании 

энергии солнечного излучения в электрическую 

энергию, на Сакмарской СЭС используют тонко-

пленочные фотоэлектрические модули модели 

AST, которые собирают в группы в соответствии с 

их характеристиками. 

Для преобразования постоянного тока фото-

электрических солнечных модулей в переменный 

трехфазный ток применяются блочно-модульные 

инверторные установки (БМИУ). Для выдачи полу-

ченной энергии в прилегающую энергосистему 

функционирует повышающая подстанция 10/110 кВ 

в составе Сакмарской СЭС по схеме № 110-6Н 

«Треугольник». В дальнейшем по ВЛ 110 кВ СЭС 

происходит соединение с электрической сетью. 

На Сакмарской СЭС установлена система сбора 

данных и оперативного контроля, предназначенная 

для получения и хранения информации о текущем 

режиме энергосистемы (Supervisory Control And 

Data Acquisition – SCADA). Получаемые данные из 

системы SCADA – активная и реактивная мощ-

ность за каждый час. 

Как отмечено в [9], для Сакмарской СЭС харак-

терна «высокая неравномерность и импульсивная 

динамика выдачи мощности». Существуют также 

режимы потребления активной мощности в ночные 

часы вследствие охлаждения поверхности солнеч-

ных панелей. 

Для того чтобы эффективно управлять распре-

деленной электрической сетью (знать объем гене-

рации электроэнергии, поступаемой с СЭС в элек-

трическую сеть, и учитывать ее при управлении 

нагрузками), важно проводить планирование выда-

чи активной мощности солнечной электростанци-

ей. С учетом стохастического характера величины 

выдачи активной мощности солнечной электро-

станцией недостаточно проведения инженерных 

расчетов, необходимо применение современных 

методов интеллектуального анализа данных. 

Процесс планирования производства электро-

энергии основан на сочетании потенциальных 

нагрузок с выработкой электроэнергии. Для под-

держания стабильности частоты сети это имеет 

первостепенное значение. Процесс планирования 

производства электроэнергии представляет собой 

сложную задачу оптимизации, которая направлена 

на интеграцию традиционных систем производства 

электроэнергии на ископаемом топливе и других 

возобновляемых источников энергии, таких как 

ветряные и солнечные электростанции [10]. 

Прогнозирование выдачи мощности в электри-

ческую сеть Сакмарской СЭС является актуальной 

задачей, имеющей высокую практическую и науч-

ную значимость. Таким образом, предметом иссле-

дования явились методы прогнозирования величи-

ны генерации электроэнергии на основании ретро-

спективных данных: метеорологических и данных 

о величине фактической выработки электроэнергии 

(активной мощности). 

 
Обзор литературы 
Существует множество методов прогнозирова-

ния выработки электроэнергии и ее потребления. 

Обзор некоторых из них представлен в [11]. Однако 

ВИЭ по сравнению с традиционной энергетикой 

обладает некоторыми специфическими особенно-

стями, предполагающими дополнительные исследо-

вания в части адаптации методов прогнозирования. 

Из-за стохастического характера выработки элек-

троэнергии, вызванного большой зависимостью от 

метеорологических условий и времени суток, необ-

ходимо проведение дополнительных исследований. 

В литературе можно выделить несколько основ-

ных подходов к прогнозированию выработки элек-

троэнергии с помощью ВИЭ. Согласно [12], все 

методы, применяемые для прогнозирования гене-

рации электроэнергии с помощью СЭС, можно 

условно разделить на прямые и косвенные. Первая 

группа методов включает прогнозирование выра-

ботки электроэнергии на основании анализа вре-

менных рядов о выработке электроэнергии в про-

шлом. Вторая группа методов предполагает про-

гнозирование показателей, от которых зависит вы-

работка электроэнергии солнечными электростан-

циями. В частности, прогнозирование величины 

солнечного излучения на основании численного 

прогноза погоды и проведение расчетов на основа-
нии прогноза солнечного излучения по данным 

технических характеристик солнечных панелей. 
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Поскольку значительное влияние на выработку 

электроэнергии с помощью ВИЭ оказывают метео-

факторы (температура, солнечное излучение, ско-

рость ветра, влажность, естественная освещен-

ность, облачность и т. д.), а также временные фак-

торы (время суток, продолжительность светового 

дня, время года и т. д.), было принято решение 

провести сравнительный анализ различных иссле-

дований по теме прогнозирования выработки элек-

троэнергии с помощью СЭС. В табл. 1 приведены 

факторы, используемые различными исследовате-

лями при прогнозировании выработки электро-

энергии солнечными электростанциями. 

Как видно из табл. 1, не существует строго опре-

деленного перечня факторов, необходимых для по-

строения прогнозных моделей. Также нет и одно-

значного подхода к тому, какой метод лучше при-

менять и в каких условиях. Поэтому рассмотрим 

некоторые исследования более подробно. В работе 

[13] представлен подход, заключающийся в прогно-

зировании инсоляции по ретроспективным данным 

и затем в расчете по техническим характеристикам 

электрооборудования величины выработки электро-

энергии, то есть подход относится ко второй группе 

методов. Такой подход был использован с целью 

повышения эффективности управления в микросети. 

Под микросетью в [13] понимают распределенную 

сеть электропитания, которая объединяет нагрузки, 

генераторы энергии и технологии хранения с ком-

понентами управления. Такая сеть функционирует в 

качестве подключенной к основной сети или изоли-

рованно от нее. В изолированном режиме локальные 

генераторы являются единственным источником 

питания для нагрузок, подключенных к микросети. 

Если микросеть подключена к сети, между обеими 

системами будет происходить обмен энергией в со-

ответствии с уровнями спроса и предложения. Сле-

довательно, микросети могут работать попеременно 

между обоими режимами, изолированными или 

подключенными. Скоординированная работа и 

управление такими элементами, как устройства рас-

пределенной генерации и хранения данных, занима-

ет центральное место в концепции микросетей [13]. 

Прогноз инсоляции в работе [13] был получен с по-

мощью искусственной нейронной сети, параметры 

которой подробно описаны в [13]. 

Таблица 1.  Анализ факторов, используемых при прогнозировании выработки электроэнергии СЭС 
Table 1.  Analysis of factors used in forecasting electricity generation by a solar power plant 

Анализируемые факторы и выходные данные модели 
Analyzed factors and output data of the model 

И
ст

о
ч

н
и

к
  

R
ef

er
en

ce
 

Сезон, время суток, 144 значения излучения (Irradiation) с 10 минутным интервалом за предыдущие 24 часа. Прогнозируе-
мая величина – прогноз облучения 
Season, time of day, 144 radiation values with a 10-minute interval for the previous 24 hours. The predicted value is the radiation forecast 

[13] 

Индекс цен на электроэнергию (соотношение), скорость ветра на высоте 1 м над уровнем моря (м/с), горизонтальное излу-
чение верхней части атмосферы (Вт/м2), горизонтальное излучение Земли (Вт/м2), шероховатость поверхности (м), темпе-
ратура на высоте 2 м над уровнем моря (°C), плотность воздуха (кг/м3), атмосферное давление (Па), Прогнозируемая вели-
чина – генерация солнечной энергии (МВт) 
Electricity price index (ratio), wind speed at an altitude of 1 m above sea level (m/s), horizontal radiation of the upper 
atmosphere (W/m2), horizontal radiation of the Earth (W/m2), surface roughness (m), temperature at an altitude of 2 m above sea 
level (°C), air density (kg/m3), atmospheric pressure (Pa). The predicted value is the solar energy generation (MW) 

[14] 

Температура воздуха (°C), относительная влажность (%). Прогнозируемая величина – почасовая глобальная солнечная ра-
диация (Вт∙ч/м2) 
Air temperature (°C), relative humidity (%). The predicted value is the hourly global solar radiation (Wh/m2) 

[15] 

Выходная мощность переменного тока фотоэлектрической системы, оцененная по характеристикам модели инвертора (Вт), 
глобальная горизонтальная освещенность (Вт/м2), плоское рассеянное излучение (Вт/м2), относительная масса воздуха, 
зональная скорость ветра на высоте 10 м (м/с), рассеянное горизонтальное излучение (Вт/м2), общее излучение в 
плоскости (Вт/м2), общая облачность ([0–1]), среднее давление над уровне моря (Па), температура точки росы (°C), мериди-
ональная скорость ветра на высоте 10 м (м/с), абсолютная воздушная масса, общее количество осадков. Рассеянное излуче-
ние неба в плоскости (Вт/м2). Прогнозируемая величина – генерация солнечной энергии (Вт). 
AC output power of the photovoltaic system, estimated by the characteristics of the inverter model (W), global horizontal 
illumination (W/m2), flat scattered radiation (W/m2), relative air mass, zonal wind speed at a height of 10 m (m/s), scattered 
horizontal radiation (W/m2), total radiation in the plane (W/m2), total cloud cover ([0–1]), average pressure above sea level (Pa), dew 
point temperature (°C), meridional wind speed at an altitude of 10 m (m/s), absolute air mass, total precipitation. The scattered 
radiation of the sky in the plane (W/m2). The predicted value is the generation of solar energy (W) 

[16] 

Относительная влажность, средняя температура воздуха, средняя скорость ветра, среднее направление ветра, глобальное 
среднее значение радиации, среднее рассеянное излучение, среднее прямое излучение, среднее значение наклонного сол-
нечного излучения, значение азимута солнечного излучения 
Relative humidity, average air temperature, average wind speed, average wind direction, global average radiation value, average 
scattered radiation, average direct radiation, average oblique solar radiation value, azimuth value of solar radiation 

[17] 

Солнечная радиация, температура тыльной стороны каждого солнечного модуля, температура воздуха в тени, скорость и 
направление ветра. Прогнозируемая величина – выработка электрической энергии (МВт) 
Solar radiation, temperature of a back side of each solar module, air temperature in the shade, wind speed and direction. The 
predicted value is the generation of electric energy (MW) 

[18] 
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В исследовании немецкого ученого описан подход 

извлечения знаний из ретроспективного набора дан-

ных погодного, экономического характера, а также 

данных о величине генерации электроэнергии [14]. 

Алгоритм обучающей сети прозрачного открытого 

ящика (transparent open box – TOB) был применен к 

данным, представляющим собой объединенный 

набор данных о выработке электроэнергии всеми 

СЭС Германии за 2016 г. Автор отмечает успешность 

применения модели прогнозирования выработки 

электроэнергии, основанной на алгоритме TOB, под-

черкивая воспроизводимость и точность результатов 

прогнозирования как существенные достоинства ме-

тода. Также в исследовании отмечена важность при-

менения более широких экзогенных переменных (в 

частности, экологических показателей состояния по-

верхности и рыночных цен) для дополнения факторов 

о погоде и солнечной радиации при прогнозировании 

выработки солнечной энергии на региональном и 

национальном уровне [14]. 

В работе [19] описано применение моделей гра-

диентного бустинга с использованием алгоритмов 

XGBoost, LightGBM и CatBoost. Авторы в [19] под-

черкивают важность предиктивной аналитики при 

управлении выработкой энергии с помощью возоб-

новляемых источников энергии. В [19] приведен 

сравнительный анализ результатов производитель-

ности алгоритмов градиентного бустинга при про-

гнозировании выработки электроэнергии солнеч-

ными электростанциями, отмечена их высокая точ-

ность и быстродействие. 

Таким образом, несмотря на схожие цели рас-

смотренных исследований, подходы, применяемые 

учеными, различаются. В результате литературного 

обзора были сформулированы следующие выводы. 

Во-первых, нет однозначных рекомендаций, какой 

подход лучше применять при прогнозировании (пря-

мой или косвенный). Также среди исследователей нет 

единого мнения, какие исходные данные использо-

вать для прогноза, какие факторы наиболее суще-

ственны при прогнозировании выработки электро-

энергии. Объясняется это, вероятно, разницей в орга-

низации учета данных на отдельно взятой СЭС и, как 

следствие, различной структурой исходных данных, 

имеющихся в арсенале исследователей. Во-вторых, 

требования к допустимой величине погрешности 

прогноза нестандартизированы и для различных 

условий прогнозирования отличаются, кроме того, 

нет единых критериев по выбору метрик для оценки 

качества прогнозных моделей, что усложняет сравни-

тельный анализ методов. 

 
Прогнозирование выработки  
электроэнергии на примере СЭС  
им. А.А. Влазнева 
Все расчеты были реализованы в интерактивной 

платформе JupyterNotebook на языке программиро-

вания Python. Были использованы библиотеки 

Numpy и Pandas (для вычислений и манипуляций с 

данными), Matplotlib (для визуализации данных), 

Scikit-learn, XGBoost и CatBoost (для предобработки 

данных и загрузки экземпляров моделей регрессии). 

Прогнозирование выработки электроэнергии 

было выполнено на примере солнечной электро-

станции им. А.А. Влазнева. Для прогнозирования 

были использованы данные о выработке электро-

энергии за период с 01.09.2020 по 19.05.2021, а 

также метеорологические данные из открытых ис-

точников информации [20]. На рис. 1 представлен 

график выработки активной мощности за несколь-

ко суток. Как видно из рис. 1, выработка электро-

энергии зависит от времени суток. 

 
Рис. 1.  График активной мощности СЭС за период с 02.09.2020 по 08.09.2020 
Fig. 1.  Schedule of the active capacity of the solar power plant for the period from 02.09.2020 to 08.09.2020 
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Исследование было выполнено в несколько этапов.  

1. Отбор признаков (Feature Selection). Как было 

указано выше, нет однозначных универсальных ре-

комендаций по использованию определенных фак-

торов при прогнозировании, поэтому было принято 

решение провести прикладное исследование по от-

бору признаков, которые необходимо учитывать в 

прогнозных моделях. В работе были использованы 

следующие признаки и их обозначения: 

 YEAR: год. 

 MONTH: месяц.  

 DAY: день.  

 HOUR: час.  

 X1: Коротковолновая направленная вниз интен-

сивность излучения всей поверхности неба 

(Вт∙ч/м
2
).  

 X2: Индекс ясности инсоляции всего неба (без-

размерный). 

 X3: Альбедо всей поверхности неба (безразмерное). 

 X4: Зенитный угол Солнца (градусы). 

 X5: Коротковолновая направленная вниз интен-

сивность излучения поверхности чистого неба 

(Вт∙ч/м
2
). 

 X6: Общая площадь всей поверхности неба 

(Вт/м
2
). 

 X7: Общая площадь поверхности чистого неба 

(Вт/м
2
). 

 X8: UVA-излучение всей поверхности неба 

(Вт/м
2
). 

 X9: UVB-излучение всей поверхности неба 

(Вт/м
2
). 

 X10: УФ-индекс всей поверхности неба (безраз-

мерный). 

 X11: Температура на расстоянии 2 метров (C). 

 X12: Точка росы/замерзания на высоте 2 метров 

(C). 

 X13: Температура влажной колбы на расстоянии 

2 метров (C). 

 X14: Удельная влажность на расстоянии 2 мет-

ров (г/кг). 

 X15: Относительная влажность воздуха на вы-

соте 2 метров (%). 

 X16: Скорректированное количество осадков 

(мм/час). 

 X17: Поверхностное давление (кПа). 

 X18: Скорость ветра на высоте 10 метров (м/с). 

 X19: Направление ветра на высоте 10 метров 

(градусы). 

 X20: Скорость ветра на высоте 50 метров (м/с). 

 X21: Направление ветра на расстоянии 50 мет-

ров (градусы). 

 X22: Активная мощность, выработанная на СЭС 

1 час назад (МВт). 

Был применен метод фильтрации признаков 
Information Gain. Суть метода состоит в вычисле-

нии энтропии информации H(X) по (1) и относи-

тельной энтропии H(Y|X) по (2). Затем вычисляется 

разность значений (3), называемая величиной «по-

лучение информации» (Information Gain – IG), или 

«взаимная информация» (Mutual Information – MI). 

Полученная величина характеризует связь между 

зависимыми переменными и целевым результатом: 

чем больше значение IG, тем сильнее изменение 

фактора влияет на изменение целевой переменной. 

То есть IG, или MI, – это величина, на которую из-

меняется неопределенность в отношении Y путем 

информационного прироста каждого фактора отно-

сительно целевой переменной (Y). 

2( ) ( ) log ( ( )),
ix eX i iH X p x p x               

(1) 

где p(xi) 
– это вероятность того, что переменная Х 

примет значение xi, 

( | ) ( ) ( | ),
ix eX i iH Y X p x H Y X x    (2) 

где H(Y|X=xi) – это энтропия, вычисленная для за-

писей, для которых Х=xi, 

( | ) ( ) ( | ).IG Y X H Y H Y X            
(3) 

На рис. 2 представлена диаграмма отсортиро-

ванных в порядке убывания по величине IG факто-

ров. Таким образом, самое большое влияние, как 

несложно было предположить, оказывают ретро-

спективные данные целевой переменной с лагом в 

1 час, взятые в качестве фактора (X22), затем по-

годные факторы: общая площадь всей поверхности 

неба (Х6), интенсивность излучения всей поверх-

ности неба (Х1) и другие. 

Таким образом, мера IG, в отличие от коэффи-

циента парной корреляции Пирсона, показывает не 

только линейные связи признаков и целевой пере-

менной, но и долю уменьшения неопределенности 

целевой переменной в зависимости от наличия того 

или иного фактора. Однако необходим также учет 

коррелированности признаков. Поэтому для про-

верки на мультиколлинеарность была построена 

матрица корреляции факторов и целевой перемен-

ной (рис. 3), значения которой вычислены по (4). 

,
( ) ( )

xy

xy x y
r

x y 

 
     (4) 

где rxy – это коэффициент парной корреляции Пир-

сона; х и у – попарно перебираемые признаки;  

σ – среднеквадратическое отклонение. 

 В результате анализа тепловой карты корреля-

ций (рис. 3) можно констатировать, что имеет ме-

сто существенная корреляция для многих пар при-

знаков. Поэтому среди коррелированных признаков 

в дальнейшем исследовании были оставлены 

наиболее тесно связанные с целевой переменной, а 

именно: DAY, MONTH, YEAR, HOUR, X1, X2, X3, 

X11, X15, X16, X17, X18, X21, Х22. 
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Рис. 2.  Диаграмма значений IG факторов 
Fig. 2.  Diagram of the IG factors values  

 
Рис. 3.  Матрица корреляции признаков и целевой переменной 
Fig. 3.  Matrix of features and target variable correlation 

Остальные признаки были исключены и не бы-

ли использованы при моделировании. 

2. Предобработка данных. На этом этапе дан-

ные были предварительно обработаны следующим 

образом: удалены строки с нулевым значением це-

левой переменной (ночные часы), а также найдены 

и устранены пропуски в данных. Затем набор дан-

ных был разделен на обучающую и тестовую вы-

борки в соотношении 80:20. После чего все призна-

ки были приведены к единому масштабу путем 

применения минимаксной нормализации, вычисля-

емой по (5). 

min

max min

.norm

x x
x

x x





   (5) 

3. Прогнозирование выработки электроэнергии. 
На этом этапе были загружены экземпляры моде-

лей k-ближайших соседей (KNeighborsRegressor), 

деревьев решений (DecisionTreeRegressor), случай-

ного леса (RandomForestRegressor – RFR), много-

слойного персептрон (MLPRegressor), градиентно-

го бустинга SkLearn (GradientBoostingRegressor – 

GBR), экстремального градиентного бустинга 

(XGBRegressor – XGBoost), градиентного бустинга 

библиотеки CatBoost (CatBoostRegressor – CAT). 
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Приведем краткое описание принципа работы 

выбранных алгоритмов. Модель k-ближайших со-

седей прогнозирует целевую переменную путем 

локальной интерполяции значений целевой пере-

менной n ближайших значений. Основные пара-

метры модели регрессии KNeighborsRegressor биб-

лиотеки SkLearn: n-neighbors – количество бли-

жайших значений, weights – весовая функция и др. 

Модель деревьев решений использует последо-

вательность предикатов для предсказания целевой 

переменной. Строится так называемое дерево ре-

шений, в узлах которого расположены предикаты, а 

в листьях – предсказания. Дерево решений можно 

рассматривать как кусочно-постоянную аппрокси-

мацию. Основные параметры модели: criterion, где 

задается функция качества разделения, splitter – 

стратегия при выборе разделения в каждом узле, 

max_depth – максимальная глубина дерева и др. 

Алгоритм случайного леса RFR представляет 

собой реализацию ансамблевого обучения: созда-

ется некоторое количество моделей деревьев реше-

ний, проводится их обучение на одних и тех же 

данных, усредняется результат работы моделей, и 

выбирается наилучшая модель. По сравнению с 

моделью деревьев решений, модель RFR предот-

вращает переобучение, что является существенным 

достоинством ансамблевого подхода. 

При реализации моделей градиентного бустинга 

происходит итеративное добавление моделей в ан-

самбль следующим образом. Создается модель, 

инициализирующая ансамбль. При этом модель 

может иметь довольно большую погрешность про-

гноза. Затем начинается цикл, в котором при ис-

пользовании текущего ансамбля генерируются про-

гнозы для каждого наблюдения в наборе данных, 

которые затем добавляются в ансамбль, вычисляет-

ся функция потерь.  

Затем путем реализации градиентного спуска 

определяются оптимальные параметры модели, 

после чего новая модель добавляется в ансамбль и 

все описанные операции повторяются. 

Модель регрессии градиентного бустинга биб-

лиотеки XGBoost является одной из реализаций 

градиентного бустинга, применяемой для работы с 

табличными данными. Для ее настройки необхо-

дим подбор следующих параметров. Параметр 

n_estimators – количество проходов по циклу моде-

лирования (эквивалентно количеству моделей, 

включаемых в ансамбль). Автоматический поиск 

наилучшего значения параметра n_estimators мож-

но выполнить, указав в параметре 

early_stopping_rounds количество неудачно постро-

енных моделей (т. е. тех, последовательное добав-

ление в ансамбль которых не увеличило произво-

дительности модели и вызвало раннюю остановку 

выполнения цикла, т. е. без необходимости прогона 

алгоритма на всем множестве значений). При этом 

в параметре eval_set необходимо указать данные 

для вычисления баллов при проверке.  

Модель регрессии CatBoost реализует алгоритм 

градиентного бустинга, является ансамблевым ме-

тодом, основанным на деревьях решений. Алго-

ритм градиентного бустинга CatBoostRegressor 

поддерживает возможность использования катего-

риальных переменных, L2-регуляризацию и другие 

возможности. Основными параметрами модели 

являются: iterations – количество итераций, 

loss_function – функция потерь, learning_rate – ско-

рость обучения, depth – глубина деревьев. Отличи-

ем данного алгоритма от алгоритма случайного 

леса является последовательное улучшение моде-

лей деревьев решений. То есть каждая следующая в 

ансамбле модель дерева решений строится с уче-

том результатов предыдущей модели [21]. 

Для каждой из моделей была проведена проце-

дура подбора параметров с помощью инструмента 

перекрестной проверки GridSearchCV. Для оценки 

качества прогнозных моделей были использованы 

средняя абсолютная ошибка прогноза (mean 

absolute error – MAE), рассчитываемая по (6), ко-

эффициент детерминации (R
2
), вычисляемый по 

(7), и величина максимальной ошибки прогноза 

(MAX_error). 

1

1
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            (7) 

где y и ŷ  – это фактические и прогнозные значе-

ния выдачи активной мощности СЭС; n – количе-

ство наблюдений. 

В табл. 2 приведены основные результаты каче-

ства прогнозирования созданных моделей. Как 

можно заметить, наилучшие результаты по вели-

чине средней абсолютной ошибки и значению мак-

симальной ошибки получены моделью на основе 

алгоритма градиентного бустинга библиотеки 

CatBooost. Также у этой модели наименьшее пере-

обучение. Другие алгоритмы градиентного бустин-

га дали схожие результаты. Поэтому в дальнейших 

исследованиях можно рекомендовать объединение 

их по технологии стекинга. 

На рис. 4 представлены гистограммы, отража-

ющие значения фактических и прогнозных значе-

ний выдачи активной мощности для различных 

сезонов года. 

Анализируя рис. 4, можно отметить, что для 

осеннего дня фактические значения, как правило, 
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больше прогнозных. Для зимнего дня, наоборот, 

отклонения от фактических значений вызнаны пре-

вышением прогнозных значений над фактически-

ми. Для весеннего дня в часы пика значения факти-

ческие превышают прогнозные, а в вечерний и 

утренний период, наоборот, фактические значения 

меньше прогнозных. Поэтому одной из перспектив 

дальнейших исследований является кластеризация 

часов суток в зависимости от уровня выдачи ак-

тивной мощности и длительности светового дня.  

Таблица 2.  Результаты метрик качества моделей 
Table 2.  Results of model quality metrics 

Модель/Model 

Метрики качества прогноза/Forecast quality metrics 
Обучающая выборка 

Train dataset 
Контрольная выборка  

Test dataset 
MAE R2 MAX_error MAE R2 MAX_error 

k-ближайших соседей/KNeighborsRegressor 0,88 0,96 8,97 1,13 0,93 8,81 
Дерево решений/DecisionTreeRegressor 0 1 0 1,09 0,91 11,61 
Случайный лес/RandomForestRegressor 0,33 0,99 5,35 0,86 0,95 9,09 
Многослойный персептрон/MLPRegressor 0,61 0,98 8,26 1,11 0,94 9,24 
Градиентный бустинг/GBR SkLearn 0,72 0,97 7,93 0,96 0,95 9,91 
Экстремальный градиентный бустинг/XGBoost 0,38 0,99 3,67 0,89 0,95 9,97 
Градиентный бустинг CatBoost/CAT 0,61 0,98 3,59 0,87 0,95 8,39 

 

 

 
Рис. 4.  Диаграммы фактических и прогнозных значений целевой переменной для осеннего, зимнего и весеннего дней 
Fig. 4.  Diagram of real and forecast values of the target variable for autumn, winter and spring days 
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Заключение 
В результате проведенного исследования были 

созданы модели машинного обучения, основанные 

на современных алгоритмах интеллектуального 

анализа данных. В ходе выполнения работы были 

проанализированы факторы временного и метеоро-

логического характера и оценена их степень влия-

ния на целевой результат – выработку электроэнер-

гии солнечной электростанцией. При установлен-

ной мощности электростанции 25 МВт средняя аб-

солютная ошибка прогнозирования составляет 0,87, 

при этом максимальная ошибка прогноза на тесто-

вом наборе данных составляет 8,39 для модели 

прогнозирования, основанной на алгоритме гради-

ентного бустинга библиотеки CatBoost. Получен-

ные оценки производительности моделей позволя-

ют рекомендовать результаты проведенного иссле-

дования для использования при прогнозировании с 

шагом прогноза на 1 час объема выработки элек-

троэнергии солнечными электростанциями, сопо-

ставимыми по мощности с рассматриваемой в ис-

следовании. 

Стоит отметить допущения проведенного ис-

следования. Так, в исследовании не учитывались 

СЭС с мощностями до 1 МВт и меньше, следова-

тельно, распространить результаты исследования 

на маломощные СЭС не представляется возмож-

ным. Не проводилось оперативное прогнозирова-

ние (с шагом прогноза несколько часов). Кроме 

того, не был учтен стохастический характер выра-

ботки электроэнергии. Данные ограничения со-

ставляют часть направлений для дальнейших ис-

следований. 

Еще одной из перспектив для дальнейших ис-

следований является проведение косвенного про-

гнозирования величины выработки электроэнергии 

и его сравнительный анализ с полученными в 

настоящем исследовании результатами. Косвенный 

прогноз предполагается получить в два этапа. 

На первом этапе необходимо создать прогнозную 

модель инсоляции с использованием в качестве 

входных данных прогноза погоды, а на втором эта-

пе произвести прогнозирование и/или расчет вели-

чины выдачи активной мощности с учетом техни-

ческих характеристик солнечной электростанции. 

Наиболее перспективным направлением будущих 

исследований авторы видят обобщение полученных в 

данном исследовании результатов путем их апроба-

ции на других солнечных электростанциях. 
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