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Resumo

O Reconhecimento de Entidades Nomeadas (REN)
é a tarefa de identificação e classificação automática
de entidades em um texto, tais como nomes de pes-
soas, lugares e organizações. Essa é uma tarefa impor-
tante em Processamento de Ĺıngua Natural, servindo
como base de diversas aplicações, como tradução au-
tomática e sistemas de pergunta-e-resposta. Desde
seu surgimento na década de 90, a tarefa passou por
diversos fases com relação à abordagem computaci-
onal, indo dos sistemas baseados em regras manuais
aos modelos de redes neurais.

Este artigo traz uma revisão da tarefa de REN

considerando aplicações em textos de ĺıngua portu-

guesa. Apresenta-se um panorama geral da tarefa,

traçando um histórico das principais iniciativas para

promovê-la, dos recursos lingúısticos e computacio-

nais dispońıveis e das abordagens já avaliadas para

REN para o português. Por fim, apresenta-se uma

discussão do cenário geral em que a tarefa se encon-

tra e as considerações finais de análise.
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Abstract

Named Entity Recognition is the task of iden-
tifying and classifying Named Entities in a text, such
as names of people, places and organizations. This
is an important task in Natural Language Processing
(NLP), serving as the basis for several tasks, such
as automatic translation and question answering sys-
tems. Since its emergence in the 1990s, the task has
gone through several periods in relation to the com-
putational approach, ranging from rule-based systems
to the neural network models.

This article presents a review of the NER task con-

sidering applications in Portuguese language texts. It

presents an overview of the task, tracing a history of

the main initiatives to promote the task, the linguistic

and computational resources available and the appro-

aches already applied to NER for Portuguese. Finally,

a discussion of the general scenario in which the task

is and the final analysis considerations is given.
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1. Introdução

O Reconhecimento de Entidades Nomeadas1

(REN) é uma tarefa voltada para a identificação
e classificação de termos referentes a entidades
em um texto, como nomes de lugares, pessoas,
instâncias temporais etc. A tarefa surgiu na
década de 90 como um dos tópicos de inves-
tigação da 6ª Message Understanding Conference
(MUC-6) (Grishman & Sundheim, 1996), cujo
objetivo era recuperar informações relevantes a
partir de dados não-estruturados, como textos
jornaĺısticos.

Desse modo, o REN surgiu como um dos
ramos de Extração de Informação (EI) focado
para a coleta das entidades de um texto. Dife-
rente de termos com função puramente sintática,
como preposições e artigos, as Entidades Nome-
adas (EN) fornecem muitas pistas a respeito do
conteúdo de um texto, podendo ser usadas para
identificar os personagens em um livro, os nomes
de páıses citados em uma not́ıcia, o autor e ano
de publicação de um texto etc.

Por essas razões, o reconhecimento de enti-
dades se tornou uma etapa essencial em diver-
sas tarefas de Processamento de Ĺıngua Natu-
ral (PLN), como tradução automática (Babych
& Hartley, 2003; Li et al., 2020b), pergunta-e-
resposta (Toral et al., 2005; Mollá et al., 2006) e
resolução de correferências entre sintagmas (Dai
et al., 2019; Gao et al., 2020). Para citar um
exemplo, em tradução automática não é comum
que os nomes de pessoas e páıses sejam traduzi-
dos, então é importante identificá-los para que o
modelo possa processá-los corretamente.

Outra tarefa associada ao REN é a Extração
de Relações entre Entidades, do inglês Entity Re-

1Em inglês “Named Entity Recognition” (NER).
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Vol. 15 Núm. 2 2023 - Pág. 69–85

andressa.vieira.silva@usp.br
https://dx.doi.org/10.21814/lm.15.2.396


lation Extraction, que consiste em identificar cor-
relações entre entidades em um texto, como entre
pessoa-e-organização e organização-e-lugar (Bach
& Badaskar, 2007). Um exemplo, em “A sede da
Apple fica na Califórnia”, há uma relação de or-
ganização-e-lugar entre “sede da Apple” e “Ca-
lifórnia”. Essa não é uma tarefa simples, pois o
seu desempenho depende da classificação correta
das entidades do texto. Para o português, ela foi
investigada no Segundo HAREM (Mota & San-
tos, 2008) e no IberLEF 2019 (Collovini et al.,
2019).

O REN passou por diversas mudanças de pa-
radigma no quesito de abordagem computacio-
nal, indo dos modelos baseados em regras ou
léxicos aos modelos de aprendizado estat́ıstico e,
por fim, às rede neurais profundas. Ao longo
desse peŕıodo, produziu-se uma considerável li-
teratura de revisão sobre tarefa. Um exemplo é
o célebre artigo de Nadeau & Sekine (2007), em
que são apresentadas discussões sobre a definição
da tarefa, além de técnicas e algoritmos de apren-
dizado comuns na época.

Na última década, observou-se um aumento
no número de artigos de revisão, principalmente
aqueles voltados para ramos espećıficos do REN,
como métodos de aprendizado de profundo (Ya-
dav & Bethard, 2019; Li et al., 2020a) e aplicações
na área de Biomedicina (Campos et al., 2012;
Alshaikhdeeb & Ahmad, 2016), muitas dessas
dedicadas a sistemas e recursos voltados para a
ĺıngua inglesa.

Para o português, existe uma literatura de
trabalhos investigativos sobre o REN conduzi-
dos pelos pesquisadores da Linguateca2 (Santos
& Cardoso, 2007; Mota et al., 2007; Freitas et al.,
2010; Mota & Santos, 2008), além de artigos para
a comparação de algoritmos de aprendizado de
máquina (Milidiú et al., 2007; Pellucci et al.,
2011) e ferramentas (Amaral et al., 2014; Pires
et al., 2017) aplicados ao REN. Mas trabalhos
de revisão são datados e as pesquisas na área
continuam avançando, portanto são necessárias
novas revisões para a validação e comparação de
técnicas mais recentes que surgiram, como os mo-
delos de redes neurais profundas, e para a com-
preensão do que mudou e do que precisa ser tra-
balhado para novos avanços.

Este artigo tem por objetivo fornecer um pa-
norama geral do desenvolvimento da tarefa de
Reconhecimento de Entidades Nomeadas tendo
em vista sua aplicação no processamento de da-
dos em ĺıngua portuguesa. Serão apresentados
os eventos promovidos para o REN, os recur-
sos lingúısticos e computacionais dispońıveis e as

2https://www.linguateca.pt/

pesquisas que têm sido feitas na área. Ademais,
apresenta-se uma discussão a respeito dos desa-
fios e caminhos futuros para pesquisas e, por fim,
as considerações finais.

2. Definições da tarefa

Quando foi apresentada no MUC-6 (Grishman &
Sundheim, 1996), definiu-se a tarefa como o reco-
nhecimento de nomes de pessoas, lugares e orga-
nizações em textos, sendo assim a classificação de
tipos de entidades definidos a priori. Essas três
categorias acabaram se tornando as mais usuais
entre os trabalhos em REN (Nadeau & Sekine,
2007), chamadas coletivamente de “ENAMEX”.
O MUC-6 também abrange categorias temporais,
como data e tempo, e numéricas, como expressões
monetárias e percentuais.

Na literatura em Português, a tarefa pode
ser encontrada com duas nomenclaturas distin-
tas: “Reconhecimento de Entidades Nomeadas”
e “Reconhecimento de Entidades Mencionadas”.
O primeiro termo advém de uma tradução literal
do nome adotado em inglês “Named Entity Re-
cognition” e tem aparecido em diversos trabalhos
na área (Amaral, 2017; Júnior et al., 2016; Mota
et al., 2021; Pellucci et al., 2011). O segundo foi
a adaptação inicialmente proposta para se referir
à tarefa, em que “entidade mencionada” se re-
fere às “entidades com nome próprio” (Santos &
Cardoso, 2007).

As primeiras discussões a respeito do REN
para a ĺıngua portuguesa estão ligadas ao HA-
REM, que será apresentado em mais detalhes na
Seção 3.1. Diferente do MUC, o HAREM propõe
um esquema de classificação para nomes próprios
em geral, sem restrição a determinadas categorias
(Santos, 2007). Isto é, parte-se da busca das en-
tidades presentes nos textos em português, para
depois definir-se o conjunto de categorias a partir
dos exemplos encontrados.

O modelo de classificação do HAREM se ba-
seia na ideia de vagueza da ĺıngua, em que um
conceito não tem uma denotação fixa, mas de-
pende do contexto para ser definido (Santos &
Cardoso, 2007, p. 45). Sendo assim, não temos
uma relação de um-para-um entre nome e objeto
denotado. Em outras palavras, o mesmo nome
pode se referir a mais de um objeto e é necessário
o contexto para desambiguar sua referência. Por
exemplo, temos nomes próprios que podem se re-
ferir a uma pessoa ou a um lugar cujo nome ho-
menageia uma pessoa, como acontece com diver-
sos nomes de ruas e prédios. Isso tem impacto
no esquema de anotação do corpus, já que um
mesmo nome pode ter mais de uma classificação
posśıvel pelo contexto.
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Além disso, o HAREM considera os casos de
metońımia, em que um nome tipicamente usado
para designar determinado objeto é usado no lu-
gar de outro com o qual mantém uma relação,
como substituições de lugar-por-povo, empresa-
por-produto (Santos & Cardoso, 2007, p. 47).
No exemplo “O Brasil vai jogar na próxima se-
mana na Copa do Mundo”, “Brasil” não se re-
fere ao páıs, mas aos jogadores da seleção brasi-
leira, portanto seria ideal classificá-lo como “Pes-
soa”. Isso não ocorre no MUC, em que uma
entidade permanece com sua classificação pro-
tot́ıpica, mesmo que o contexto forneça outra in-
terpretação.3 Desse modo, a perspectiva dada
à tarefa mudou do MUC em relação ao HA-
REM, que expandiu o número de categorias de
entidades e permitiu variações de classificação de
acordo com o contexto de ocorrência.

A tarefa também mudou em outros aspec-
tos conforme foi sendo aplicada em áreas es-
pećıficas, como Medicina e Qúımica, para a clas-
sificação nomes de substâncias, doenças, medica-
mentos, entre outros. Para citar um trabalho,
Ferreira et al. (2010) buscam entidades relacio-
nadas a diagnósticos médicos, classificando ex-
pressões como “diabetes controlado” e “alto ńıvel
de colesterol”. Portanto, a tarefa não está mais
restrita à classificação de nomes próprios, tendo
uma aplicação muito mais ampla e diversa.

No trabalho de Marrero et al. (2013), os au-
tores examinam e comparam diversas propostas
de definição de Entidade Nomeada da literatura,
apresentando análises baseadas em cunho gra-
matical, semântico e filosófico. No entanto, ne-
nhuma das definições encontradas é boa o sufici-
ente para delimitar o escopo da tarefa, o que os
faz chegar à conclusão de que as Entidades No-
meadas serão definidas em razão do propósito de
aplicação da tarefa.

Baseado nessa análise, não haveria uma de-
finição pré-estabelecida para o que seriam “En-
tidades Nomeadas”, mas propostas de classi-
ficação. Essas podem variar de acordo com
a quantidade de categorias, o tipo (classes
genéricas ou especializadas) e a organização
(hierárquica ou não-hierárquica). Isso fica evi-
dente quando se compara diferentes corpora: o
CoNLL (Tjong Kim Sang, 2002; Tjong Kim Sang
& De Meulder, 2003) considera quatro categorias
de entidades (Pessoa, Local, Organização e Di-
versos) enquanto o HAREM (Santos & Cardoso,
2007; Mota & Santos, 2008) adota uma classi-
ficação hierárquica, com dez categorias principais
divididas em subcategorias. Em abordagens de

3No MUC, o exemplo citado teria “Brasil” sendo clas-
sificado como “Lugar”.

domı́nio aberto, como a Web, que visam classifi-
car uma grande quantidade e diversidade de enti-
dades, o número de classes pode ser ainda maior,
como é o caso do modelo proposto por Sekine
& Nobata (2004), que estabelece uma ontologia
contendo cerca de 200 categorias de entidades.

3. Iniciativas de fomento do REN

Desde seu surgimento, o REN ganhou muito
espaço nas pesquisas em PLN. Entre 2000 e
2008, várias conferências importantes direciona-
ram mesas especificamente para trabalhos sobre
a tarefa, entre elas o CoNLL (Tjong Kim Sang,
2002; Tjong Kim Sang & De Meulder, 2003) e
o ACE (Doddington et al., 2004). No cenário
atual, o REN é tópico na maioria dos eventos
em PLN. Aqui, destacam-se duas iniciativas im-
portantes que para a discussão e produção de re-
cursos para o Reconhecimento de Entidades No-
meadas em ĺıngua portuguesa: o HAREM e o
IberLEF 2019.

3.1. HAREM

A primeira grande iniciativa que fomentou o cres-
cimento de pesquisas em REN aplicado ao Por-
tuguês foi o HAREM (Avaliação de sistemas
de Reconhecimento de Entidades Mencionadas),
uma parceria entre pesquisadores promovida pela
equipe da Linguateca com o intuito de viabili-
zar encontros voltados para desenvolver e avaliar
técnicas e sistemas para a classificação de no-
mes próprios em ĺıngua portuguesa. O HAREM
teve duas edições, a primeira delas foi dividida
em duas etapas: o Primeiro HAREM e o Mini-
HAREM (Santos & Cardoso, 2007), que ocorre-
ram em 2005 e 2006, respectivamente; a segunda
edição ocorreu em 2008, ficando conhecida como
Segundo HAREM (Mota & Santos, 2008).

Ao todo, dez equipes participaram do HA-
REM submetendo seus sistemas para a avaliação.
Essa foi feita com base nas Coleções Douradas
(CD) do HAREM, um conjunto de corpora com-
postos de textos em português de vários páıses
lusófonos que foram anotados manualmente para
a tarefa. As CDs do HAREM possuem anotação
hierárquica, com dez tipos de entidades princi-
pais (Pessoa, Local, Organização, Tempo, Va-
lor, Obra, Acontecimento, Abstração, Coisa e
Outro), cada qual com suas respectivas subca-
tegorias. Os sistemas foram avaliados de acordo
com diferentes métricas para medir o desempe-
nho na identificação de entidades, na classificação
morfológica (como gênero e número) e na classi-
ficação semântica (correspondente à categoria da
entidade).
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Os resultados apresentados ao fim do Primeiro
(Santos & Cardoso, 2007) e Segundo HAREM
(Mota & Santos, 2008) mostraram que a tarefa
de classificação semântica foi mais desafiadora
em comparação à de identificação, ficando pouco
acima de 50% nos corpora avaliados. Para as
ENAMEX (Pessoa, Lugar e Organização), aquela
com pior desempenho geral foi Organização, o
que também foi verificado em outras pesquisas
(Amaral & Vieira, 2014; Santos et al., 2019).
As categorias menos frequentes no corpus, como
“Obra” e “Coisa”, foram mais dif́ıceis de clas-
sificar, talvez porque elas sejam mais amb́ıguas
ou menos homogêneas em termos de padrões
lingúıstico-ortográficos.

Além da organização desses encontros, os au-
tores do HAREM publicaram uma extensa docu-
mentação a respeito do REN, oferecendo uma dis-
cussão sobre as dificuldades e soluções encontra-
das para a anotação de um corpus para o Reco-
nhecimento de Entidades Nomeadas, as métricas
de avaliação das ferramentas e metodologias para
modelagem da tarefa. As Coleções Douradas pro-
duzidas foram disponibilizadas online com acesso
livre, o que foi uma contribuição valorosa para a
comunidade cient́ıfica trabalhando com REN em
português.

3.2. IberLEF 2019

O IberLEF (Iberian Languages Evaluation Fo-
rum) é uma campanha de avaliação conjunta
voltada para diversas tarefas de processamento
e compreensão de textos em ĺınguas ibéricas.
Em 2019, o IberLEF (Collovini et al., 2019) abor-
dou a tarefa de Reconhecimento de Entidades
Nomeadas como um dos tópicos do evento.

Os organizadores do IberLEF-2019 abriram
uma chamada para equipes submeterem seus sis-
temas para avaliação. Os modelos submetidos
para a competição foram avaliados em corpora de
três domı́nios distintos: (I) textos gerais, como
blogs e entrevistas, classificando cinco catego-
rias de entidades (Pessoa, Local, Organização e
Tempo e Valor), (II) dados cĺınicos de pacientes
e (III) relatórios policiais, sendo (II) e (III) ano-
tados apenas para Pessoa.

O IberLEF-2019 contou com a participação
de cinco equipes para a competição na tarefa
de REN. Os modelos variaram entre baseados
em regras, baseados em aprendizado de máquina
clássico, redes neurais e h́ıbridos. Esses foram
avaliados somente em relação à classificação, des-
considerando a identificação. Os resultados obti-
dos no IberLEF-2019 dependeram muito do tipo
de corpus. No corpus policial, três modelos obti-

veram bons resultados, acima de 80% medida-F.
Já o desempenho no corpus cĺınico não foi tão
promissor, uma vez que todos os modelos obtive-
ram menos que 50% de medida-F. No corpus ge-
ral, o melhor modelo alcançou 66,66% de medida-
F, o que está longe de ser um resultado excelente.

Uma vez que os modelos foram avaliados em
corpora de diferentes domı́nios, foi posśıvel iden-
tificar quais foram os mais desafiadores. Como
verificado, o corpus de dados cĺınicos se mostrou
como o mais dif́ıcil, apesar de ter sido avaliado
apenas para a categoria de entidade Pessoa. Isso
reforça a dificuldade de aplicação da tarefa para
determinados domı́nios. O IberLEF-2019 permi-
tiu validar modelos recentes, como as redes neu-
rais, para a aplicação de REN em corpora de dife-
rentes domı́nios, mostrando que houve melhoria
de desempenho para a classificação de entidades
em textos de domı́nio geral. Entretanto, ainda há
muito o que ser feito para que a tarefa possa ser
considerada resolvida, principalmente em relação
à classificação de entidades em domı́nio cĺınico.

4. Recursos lingúısticos e
computacionais

Existem diversos recursos lingúısticos e compu-
tacionais dispońıveis em ĺıngua portuguesa que
podem ser aplicados sem necessidade de muitos
ajustes por aqueles interessados em REN. Nesta
revisão, foram selecionados recursos (ferramen-
tas, corpora e léxicos) dispońıveis em formato
aberto.

4.1. Recursos lingúısticos

Os corpora estão entre os principais recursos
lingúısticos para o processamento automático de
ĺınguas naturais. Aqui, corpus refere-se a um
conjunto de textos digitais que pode ser proces-
sado por um computador. A tarefa de REN é ti-
picamente aplicada em corpora não-estruturados,
como artigos de texto e postagens em redes soci-
ais. Desse modo, há uma grande quantidade de
conteúdos dispońıveis para análise, seja em livros
digitais, na Web, em revistas, dicionários etc.
Contudo, os corpora mais valiosos são aqueles
que possuem anotação lingúıstica, classificando
palavras, frases ou trechos de textos para uma
tarefa espećıfica.

Em REN, a anotação consiste em identificar
e classificar todos os termos correspondentes a
Entidades Nomeadas. Um esquema de anotação
comum para a tarefa é o chamado BIO (Begin-
Inside-Outside), proposto por Ramshaw & Mar-
cus (1999), em que a primeira palavra de uma
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entidade nomeada é marcada por “B-”, as de-
mais palavras da entidade (se houver) são ano-
tados com “I-” e as palavras considerados não-
entidades são marcadas por “O”. A Figura 1
traz um exemplo desse tipo de anotação, em que
“PES” é abreviação para “PESSOA”.

Figura 1: Representação do método de
anotação BIO.

Outros esquemas de anotação para o REN são
o IO (Inside-Outside), adotado no trabalho de
Pirovani & Oliveira (2018), e o BILOU (Begin-
Inside-Last-Outside-Unit), que aparece em Ama-
ral & Vieira (2014). O IO distingue apenas en-
tidades (I) de não-entidades (O), enquanto o BI-
LOU diferencia ińıcio (B), meio (I) e fim (L)
de entidades, entidades compostas de uma pa-
lavra (U) e não-entidades (O). Mas o esquema
de anotação mais comum entre os trabalhos en-
contrados foi o BIO.

Um corpus anotado pode ser classificado em:
(I) dourado, quando a sua anotação é feita ma-
nualmente e (II) prateado, quando sua anotação
é feita automaticamente, sem aux́ılio ou revisão
humana. Neste trabalho, refere-se corpora com-
postos de textos integral ou parcialmente escritos
em Português anotados para o REN. A Tabela 1
apresenta uma comparação deles de acordo com
o número de categorias de entidades, o número
de entidades do corpus, o domı́nio e o tipo de
anotação (dourado ou prateado).

Os corpora do HAREM (Santos & Cardoso,
2007; Freitas et al., 2010) são compostos princi-
palmente de textos jornaĺısticos e da Web relaci-
onados a diferentes temas, como ficção e poĺıtica.
O WikiNER4 (Nothman et al., 2013), o Paramo-
pama (Júnior et al., 2015) e o SESAME (Menezes
et al., 2019) foram constrúıdos a partir de textos
de páginas da Wikipédia e anotados por meio de
ferramentas computacionais. O SIGARRA (Pi-
res, 2017) é constitúıdo de dados da Web ex-
tráıdos do sistema de informações da Universi-
dade do Porto. As entidades são classificadas em
Pessoa, Local, Organização, Data, Hora, Evento,
Curso e Unidade Orgânica (por exemplo, nomes
de institutos). Entre os corpora selecionados, o
único composto exclusivamente de texto com lin-
guagem da internet é o do Twitter (Peres et al.,
2017), que é anotado para as categorias Pessoa,
Local e Organização.

4OWikiNER é um corpus multiĺıngue, portanto apenas
uma parte dele está em português.

Voltado para o domı́nio juŕıdico, o LeNER-Br
(Araujo et al., 2018) é um corpus constitúıdo de
textos coletados de tribunais brasileiros e docu-
mentos legislativos. As entidades são categoriza-
das em Pessoa, Local, Organização, Tempo, Le-
gislação e Jurisprudência. Já o SemClinBr (Oli-
veira et al., 2022) foi produzido a partir de dados
cĺınicos de hospitais brasileiros, englobando di-
versas áreas de especialidade médica (cardiologia,
neurologia etc.). As categorias semânticas foram
baseadas no sistema UMLS,5 que é hierárquico.
Por exemplo, a categoria “Transtornos”contém
subcategorias como “doença e śındrome” e “si-
nal ou sintoma”.

Além dos corpora, a produção de léxicos,
como os gazetteers, pode auxiliar os modelos de
REN, principalmente os de abordagem h́ıbrida
ou de regras. Os gazetteers são repositórios con-
tendo conjuntos de nomes próprios, por exem-
plo, nomes de pessoas, de doenças, de empre-
sas etc. Eles são usados como fonte de conheci-
mento externo, fornecendo informações não con-
tidas no texto que podem ser úteis para a classi-
ficação da entidade. O REPENTINO (Sarmento
et al., 2006) é um léxico estruturado composto
de nomes próprios extráıdos do corpus WPT03.6

Contém mais de 45.0000 exemplos de entidades
divididas em 11 categorias e 97 subcategorias.
Outro léxico importante é o HDBP (Historical
Dictionary of Brazilian Portuguese), produzido
por Vale et al. (2008), um dicionário de abre-
viações históricas.

4.2. Recursos computacionais

As ferramentas computacionais para a classi-
ficação de entidades são recursos úteis para a
produção de novas ferramentas e avaliação do
estado-da-arte em uma tarefa. Aqui, selecionou-
se ferramentas com base em dois critérios (I) pos-
suir modelos pré-treinados para o REN em por-
tuguês e (II) ser aberto. A relação de ferramentas
é dada na Tabela 2.

As ferramentas encontradas estão baseadas
em duas linguagens de programação muito usa-
das (C++ e Python). Entre essas, o spaCy é
uma das mais conhecidas, projetado como uma
ferramenta de aplicação industrial, conta com
modelos pré-treinados em diferentes ĺınguas, in-
cluindo o português. O Polyglot e o Free-
ling também são bibliotecas com modelos pré-
treinados em inúmeras ĺınguas e tarefas. Já o

5https://www.nlm.nih.gov/research/umls/META3_
current_semantic_types.html

6https://www.linguateca.pt/WPT/WPT03.html
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Corpus Categoria Entidade Domı́nio Anotação

Primeiro HAREM 10 5.132 geral dourado
Segundo HAREM 10 7.847 geral dourado
Mini-HAREM 10 3.758 geral dourado
Paramopama 4 42.769 geral prateado
WikiNER 4 330.286 geral prateado
SESAME 3 6.411.479 geral prateado
SIGARRA 7 12644 geral dourado
Twitter-NER 3 935 geral dourado

LeNER-Br 6 44.513 Direito dourado
SemClinBr 100 65.129 Biomedicina dourado

Tabela 1: Corpora em ĺıngua portuguesa anotados para o REN.

Corpus Linguagem Referência

spaCy Python https://spacy.io/
NLPyPort Python Ferreira et al. (2019)
Freeling C++ Carreras et al. (2004)
Polyglot Python Al-Rfou et al. (2015)

Tabela 2: Ferramentas para Reconhecimento de
Entidades Nomeadas em português.

NLPyPort é uma biblioteca baseada no NLTK7

que foi desenvolvida especificamente para o por-
tuguês. Não foram encontradas ferramentas com
interface gráfica que não exijam conhecimento em
programação para a utilização, mas existem al-
guns grupos de investigação NLX que oferecem
recursos online gratuitos para o REN, como o
LX-Center.8

A acessibilidade a modelos pré-treinados —
fornecida por repositórios como o HuggingFace9

— e a disponibilização de bibliotecas para deep
learning — como Keras, Pytorch e Tensorflow
— vêm trazendo um crescimento de interesse nas
pesquisas em PLN e impulsionado a área. De
acordo com Li et al. (2020a), muitos dos tra-
balhos reportando avanços do estado-da-arte no
REN têm sido obtidos por redes neurais. Por essa
razão, os recursos pré-treinados em português são
essenciais, já que esses podem ser ajustados para
aplicações em tarefas espećıficas. O HuggingFace
já possui modelos de redes neurais pré-treinados
em dados do português, como o BERTimbau10

e o BioBERT.11 O BERTimbau foi treinado no
brWaC (Wagner Filho et al., 2018), um corpus

7https://www.nltk.org/
8http://lxcenter.di.fc.ul.pt/services/en/

LXServicesNer.html
9https://huggingface.co/

10https://github.com/neuralmind-ai/portuguese-
bert

11https://github.com/HAILab-PUCPR/BioBERTpt

sem anotação lingúıstica composto de textos em
português de diversos domı́nios. O BioBERT
(Schneider et al., 2020) foi treinado a partir de
dados cĺınicos de hospitais brasileiros de diver-
sas áreas médicas, como cardiologia, neurologia e
endocrinologia.

O repositório de word embeddings pré-
treinados, disponibilizado pelo Núcleo Interdis-
ciplinar de Lingúıstica Computacional da Uni-
versidade de São Paulo (NILC-USP)12 também
representa um recurso valioso para pesquisas
com modelos de redes neurais em português.
No repositório encontram-se dispońıveis modelos
pré-treinados Word2Vec (Mikolov et al., 2013),
GloVe (Pennington et al., 2014), Wang2Vec (Ling
et al., 2015) e FastText (Bojanowski et al., 2017).

5. Abordagens para o REN

Esta seção apresenta os trabalhos encontrados a
respeito de REN aplicado à ĺıngua portuguesa.
Para a seleção dos artigos utilizou-se o buscador
Google Scholar,13 pesquisando pelas palavras-
chave “reconhecimento de entidades nomeadas”,
“named entity recognition in portuguese” e “por-
tuguese named entity recognition”. Os artigos
estão divididos em quatro categorias de acordo
com o método de abordagem aplicado: (I) basea-
dos em regras, (II) modelos estat́ısticos tradicio-
nais, (III) redes neurais profundas e (IV) modelos
h́ıbridos.

5.1. Modelos baseados em regras

Modelos baseados em regras são projetados com
base em um conjunto de diretrizes para a tomada
de decisões a partir de aspectos extráıdos do
texto. As regras podem ter por base informações

12http://www.nilc.icmc.usp.br/embeddings
13https://scholar.google.com.br/
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lingúısticas (por exemplo, padrões sintáticos e
semânticos), frequência de termos, similaridade
com palavras em um dicionário de referência, en-
tre outros.

É comum dividir o REN em duas etapas nos
modelos de regras: (I) identificação e (II) clas-
sificação. Na primeira, as entidades nomea-
das do texto são identificadas e separadas dos
termos que não constituem entidades; na se-
gunda, as entidades identificadas são classificadas
de acordo com as categorias pré-definidas pelo
modelo. Essa divisão é feita porque as regras
para identificação e classificação são espećıficas
de cada etapa.

As abordagens baseadas em regras foram
muito exploradas nos primeiros sistemas para
Reconhecimento de Entidades Nomeadas. Em
razão do Primeiro HAREM, Bick (2006) propõe
o PALAVRAS-NER, um modelo de gramática
contextual que aplica uma série de regras basea-
das em padrões sintático-semânticos e regras de
desambiguação contextual. O PALAVRAS-NER
foi o sistema que obteve melhor desempenho na
avaliação do Primeiro HAREM, com 58,29% de
medida-F na classificação de entidades. O SI-
EMES (Sarmento, 2006) também participou do
Primeiro HAREM, alcançando o segundo lugar
com 53,30% de medida-F. Sua abordagem é ba-
seada na similaridade de posśıveis entidades pre-
sentes em um texto com aquelas listadas no gazet-
teer REPENTINO. O algoritmo faz uma busca
por correspondências completas ou parciais e de-
sambigua entre posśıveis classificações a partir de
um conjunto de regras contextuais.

Outro sistema de regras é o PAMPO (Ro-
cha et al., 2016), que utiliza informações mor-
fossintáticas das palavras para a aplicação de re-
gras de identificação de entidades. O PAMPO
aplica conhecimento externo extráıdo de um con-
junto de listas de termos contendo, por exem-
plo, palavras comuns que ocorrem na fronteira
de entidades. Esses termos podem estar associ-
ados a categoria da entidade, como “senhor” e
“doutor”, que coocorrem com nomes de pessoas.
O PAMPO chegou a 73,36% de medida-F para a
identificação de nomes de organizações, lugares e
pessoas no corpus do HAREM.

Por sua vez, Ferreira et al. (2010) propõem
um modelo baseado em ontologias e regras
lingúısticas para detectar entidades em car-
tas médicas, buscando por informações como a
condição, tratamento e evolução do quadro do
paciente. Os autores testaram o modelo no Me-
dAlert, um corpus próprio composto de 90 re-
latórios médicos de um hospital de Portugal, re-
portando uma precisão de 95,0% na classificação

de entidades. Outros sistemas de regras são o
Rembrandt (Cardoso, 2008), o REMMA (Fer-
reira et al., 2008) e o CAGE (Martins et al.,
2007). Os dois primeiros são guiados por
páginas da Wikipédia para identificar e extrair
informações para a classificação de uma EN e o
último é voltado para a identificação de entidades
geográficas.

Como apontado por Li et al. (2020a), um dos
pontos fracos dos modelos baseados em regras é
que eles tendem a obter baixa cobertura14 por
serem projetados com base em um conjunto de
regras restrito e espećıfico. Isso faz com que
eles tenham baixa portabilidade, ou seja, é dif́ıcil
adaptá-los a outros domı́nios de aplicação.

5.2. Modelos estat́ısticos tradicionais

Os sistemas baseados em aprendizado de
máquina estat́ıstico tratam o REN como uma ta-
refa de classificação multi-classes em que o ob-
jetivo é classificar cada palavra com uma eti-
queta correspondendo a uma categoria de enti-
dade ou não-entidade. Esses modelos não costu-
mam ter módulos distintos para identificação e
classificação, processando ambas etapas em um
único módulo de classificação.

Assim como em modelos de regras, os algorit-
mos de aprendizado de máquina precisam extrair
caracteŕısticas do texto para classificá-lo, isto é,
padrões relevantes que forneçam pistas de classi-
ficação para o modelo. Existem diferentes tipos
de caracteŕısticas (traços) que podem ser ana-
lisadas. Na revisão apresentada por Nadeau &
Sekine (2007), os autores definem três tipos de
traços: no ńıvel da palavra (por exemplo, pistas
ortográficas), baseados em listas (como os gaz-
zetteers) e no ńıvel do documento (por exemplo,
contagem de palavras no texto).

Existe mais de tipo de aprendizado de
máquina, mas o mais adotado em REN é o
supervisionado, em que o treinamento é reali-
zado a partir de um corpus anotado. Alguns
dos algoŕıtimos usuais são: Hidden Markov Mo-
del (HMM), Decision Tree (DT), Support Vec-
tor Machine (SVM) e Conditional Random Fi-
elds (CRF).

O NERP-CRF (Amaral & Vieira, 2014) é um
modelo CRF treinado com quinze traços, dividi-
dos em ortográficos, morfossintáticos e de con-
texto. A Coleção Dourada do HAREM serviu
para treinamento e avaliação do modelo, que
mostrou alta precisão (80,77% de medida-F), mas
baixa cobertura (34,59%). As autoras verificam

14A cobertura se refere ao número de entidades captu-
radas pelo modelo.
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que muitos dos erros do sistema foram na deli-
mitação de fronteiras de uma EN, o que foi cau-
sado principalmente pela preposição “de”, muito
recorrente em nomes próprios em português.

Júnior et al. (2015) treinam o Starford-NER,15

uma ferramenta pré-treinada baseada em um
CRF, para a classificação de entidades. São sele-
cionados traços ortográficos e morfossemânticos.
Os autores também usam gazetteers para no-
mes de pessoas, lugares e organizações. O mo-
delo foi treinado em diferentes corpora para com-
paração de desempenho, tendo obtido 82,34% de
medida-F com o Paramopama combinado com o
HAREM.

Já o trabalho de Solorio (2007) apresenta um
sistema SVM treinado para o português a par-
tir do conhecimento de um modelo desenvolvido
para o espanhol. A autora considera traços in-
ternos (como informação ortográfica) e externos,
obtidos a partir de um classificador de entidades
para o espanhol. Esse classificador atribui a eti-
queta morfossintática e uma pré-classificação da
palavra seguindo o esquema de anotação BIO. So-
lorio (2007) mostrou que a combinação dos traços
internos e externos retornou melhores resultados
do que os traços internos sozinhos, indicando que
é vantajoso aproveitar de conhecimento externo
advindo de modelos treinados para ĺınguas seme-
lhantes.

Lopes et al. (2019) treinam um algoritmo CRF
para identificar nomes de doenças, sintomas, ge-
nes, entre outros, com base em um corpus próprio
de artigos cient́ıficos da revista portuguesa Si-
napse.16 O sistema desenvolvido considera traços
contextuais com uma janela de cinco palavras,
cujas informações ortográficas e morfossintáticas
são extráıdas. A classificação média do modelo
ficou em 72,86% de medida-F. Também utili-
zando um CRF, de Souza et al. (2019) classificam
entidades nomeadas a partir registros de saúde
de hospitais anotados manualmente. Os auto-
res adotam o esquema de classificação UMLS,
mas optam por aglomerar determinadas clas-
ses devido a um desbalanceamento do corpus,
englobando as categorias em três grandes gru-
pos (Doenças, Procedimentos e Medicamentos).
Treinou-se o CRF com traços ortográficos e mor-
fossintáticos, chegando a uma média de 55,66%
de medida-F.

15https://nlp.stanford.edu/software/CRF-
NER.shtml

16https://www.sinapse.pt/

5.3. Modelos de redes neurais profundas

As redes neurais profundas têm ganhado muito
espaço em inúmeras aplicações em PLN. Um dos
motivos para o sucesso desses modelos são as re-
presentações vetoriais word embeddings (Bengio
et al., 2003). Os word embeddings forneceram
uma forma eficiente para a representação de texto
em modelos computacionais que só processam in-
formações numéricas, como é o caso das redes
neurais. Eles têm sido aplicados não somente
em palavras, mas também em caracteres (cha-
racter embeddings) (Santos & Guimarães, 2015;
Fernandes et al., 2018). Além disso, as repre-
sentações vetoriais podem representar outros ti-
pos de traços, como ortográficos e lexicais.

As arquiteturas de redes neurais são diver-
sas, mas as mais adotadas em PLN são as re-
des neurais recorrentes, como Long Short-Term
Memory (LSTM) (Hochreiter & Schmidhuber,
1997), e, mais recentemente, as redes Transfor-
mer (Vaswani et al., 2017), como BERT (Devlin
et al., 2018) e RoBERTa (Liu et al., 2019).

Um dos primeiros trabalhos a testar uma rede
neural para o REN em português foi Santos &
Guimarães (2015). Os autores propõem uma rede
neural que combina word embeddings e character
embeddings, chamando o modelo de CharWNN.
A rede foi treinada e testada em duas ĺınguas:
português e espanhol. Em suas discussões, os au-
tores mostram que a combinação dos dois embed-
dings (de palavra e de caractere) é mais eficiente
do que essas representações usadas isoladamente.
A CharWNN alcançou 65,41% de medida-F no
HAREM para a classificação em todas as catego-
rias do corpus.

Por sua vez, Castro et al. (2018) aplicam uma
rede neural LSTM bidirecional (BiLSTM) com
camada de sáıda CRF para o REN em português.
Foram comparados quatro tipos de word embed-
dings (FastText, GloVe, Wang2Vec e Word2Vec),
tendo o Wang2Vec obtido o melhor desempe-
nho nos experimentos testados. Também utili-
zando uma rede neural BiLSTM, Fernandes et al.
(2018) avaliam diferentes tipos de classificadores
para fazer o processamento na sáıda da rede neu-
ral. Os melhores resultados foram obtidos com
uma arquitetura BiLSTM seguida de uma rede
neural convolucional e uma classificador de sáıda
CRF. Assim como Castro et al. (2018), os au-
tores obtiverem melhores resultados com vetores
Wang2Vec.

Santos et al. (2019) avaliam a eficiência de
combinação de word embeddings não-contextuais
e contextuais, utilizando Flair embeddings (Ak-
bik et al., 2019). Esses embeddings codificam in-
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formações a partir das palavras vizinhas e de seus
caracteres, sendo portanto uma representação de
palavras e de caracteres ao mesmo tempo. A rede
neural implementada foi uma BiLSTM com ca-
mada de sáıda CRF e o corpus de avaliação foi
o HAREM.

O BERTimbau foi testado para o REN em
português por Souza et al. (2019), treinado no
corpus HAREM para a classificação de entidades
nomeadas. Os autores comparam o resultado do
BERTimbau ao do BERT treinado em um cor-
pus multiĺıngue e mostram que o primeiro se sai
melhor.

Peres et al. (2017) testam variações de redes
BLSTM para a classificação de entidades em twe-
ets no Twitter-NER. O modelo apresentado por
eles se saiu melhor do que o baseline avaliado, um
modelo CRF, mas mesmo assim alcançou pouco
mais de 50% de medida-F. Entre as classes de en-
tidades avaliadas (Pessoa, Local e Organização),
“Local” foi aquela com menor desempenho.

Recentemente, houve um crescimento na
aplicação de REN para domı́nios espećıficos,
o que se popularizou ainda mais com as re-
des neurais. No domı́nio juŕıdico, Araujo et al.
(2018) treinam uma rede neural BiLSTM-CRF
no corpus LeNER-Br utilizando word embeddings
GloVe. Os resultados reportados foram excelen-
tes, ficando com uma média acima de 90% de
medida-F. Por sua vez, Mota et al. (2021) testam
três redes neurais: duas redes recorrentes com
combinações distintas de word embeddings e uma
rede convolucional. Os modelos foram avaliados
em relação a duas categorias (Legislação e Juris-
prudência), tendo como corpus de treino e teste o
LeNER-Br mais um conjunto de petições iniciais
de processos. O modelo com melhor desempenho
foi uma rede neural recorrente com Flair embed-
dings, que alcançou média de 76% de medida-F
para a classificação de entidades.

Outra área que tem chamado a atenção dos
pesquisadores é a Biomedicina. Lidando com
a área de neurologia, Lopes et al. (2020) apre-
sentam duas arquiteturas BiLSTM-CRF alimen-
tadas com word embeddings pré-treinados em
dois domı́nios distintos: na Wikipédia e em da-
dos cĺınicos. O modelo com os embeddings de
domı́nio cĺınico obtiveram 75,08% de medida-F,
em comparação a 74,58% obtido pelo modelo trei-
nado em domı́nio geral. Esse resultado corrobora
que existem diferenças nas caracteŕısticas de en-
tidades de domı́nio espećıfico que não podem ser
desconsideradas.

Schneider et al. (2020) estavam interessados
em avaliar a influência do treinamento de mo-
delos em domı́nio espećıfico para o REN. Para

isso, comparam o desempenho do BioBERTpt ao
do BERTimbau e ao do BERT treinado em um
corpus multiĺıngue. O BioBERT obteve 60,4%
de medida-F, superando os demais modelos em
mais de 2%. Aponta-se novamente que as enti-
dades nomeadas em domı́nio espećıfico têm suas
particularidades que não são capturadas por mo-
delos treinados em textos genéricos. Em um tra-
balho posterior, de Souza et al. (2020) aplicam
o BioBERT para a classificação multinomial no
corpus SemClinBr, em que uma única entidade
pode ter mais de uma etiqueta em determinados
contextos. Comparado aos outros modelos, o Bi-
oBERT obtém o melhor desempenho na tarefa,
alcançando 3,5% a mais em relação ao baseline
(CRF).

5.4. Modelos h́ıbridos

Os modelos h́ıbridos são aqueles que combinam
duas ou mais abordagens distintas, como apren-
dizado de máquina e regras manuais. Jiang et al.
(2016) aponta que os modelos h́ıbridos são boas
escolhas quando se quer combinar alta precisão
e cobertura e não há disponibilidade de grande
quantidade de dados anotados para o treina-
mento.

As abordagens h́ıbridas podem ser das mais
variadas. O trabalho de Milidiú et al. (2007)
compara algumas abordagens para o REN apli-
cados para o português. Eles selecionam três al-
goritmos (HMM, SVM e Transformation based
learning), além de um modelo baseline baseado
em gazetteers e regras. Os autores realizam testes
combinando os modelos entre si, mostrando que
eles se saem melhor combinados do que isolados.

Ferreira et al. (2007) propõem um sistema de
REN que combina dois módulos: um de regras
manuais baseadas em expressões regulares para
a classificação de entidades numéricas e um de
aprendizado de máquina para os nomes próprios.
Além disso, o modelo conta com um conjunto
de léxicos de nomes para ajudar na correção de
posśıveis erros de classificação. Outro modelo
h́ıbrido é o CRF-LG (Pirovani & Oliveira, 2018),
um sistema que combina um CRF com um con-
junto de regras manuais verificadas a partir de
uma gramática local usada para pré-atribuir a
classificação de entidades. O CRF-LG foi avali-
ado no HAREM com medida-F de 57,8%.

Utilizando o método de aprendizado profundo,
Júnior et al. (2016) concatenam uma rede neu-
ral LSTM com uma rede neural convolucional
(CNN). A CNN gera representações de caracte-
res das palavras, que são combinadas a word em-
beddings. A rede LSTM é alimentada pelo vetor
final gerado. Os corpora usados para treino e

Uma revisão para o Reconhecimento de Entidades Nomeadas aplicado à ĺıngua portuguesa Linguamática – 77



teste foram o HAREM, o WikiNER e o Paramo-
pama. Na avaliação do HAREM, o modelo obtém
medida-F de 71,35% para a classificação de cinco
classes de entidades (Pessoa, Local, Organização,
Tempo e Valor).

Em domı́nio especializado, Dias et al. (2020)
aplicam a tarefa de REN a dados senśıveis, cap-
turando informações como nomes próprios, tele-
fone, endereço e profissão de indiv́ıduos. Para
isso, os autores propõem um modelo composto
de inúmeros módulos: um baseado em regras,
um baseado em léxico e um de modelos es-
tat́ısticos. O modelo de regras classifica entida-
des como números telefônicos e e-mails a par-
tir de expressões regulares, enquanto os mode-
los estat́ısticos focam na classificação de entida-
des mais complexas, como pessoa, local e orga-
nização. Após a avaliação de diversos algoritmos,
os autores utilizam uma rede neural BiLSTM no
módulo estat́ıstico. O modelo foi avaliado no Da-
taSense NER Corpus, um corpus próprio anotado
para a pesquisa, obtendo 83,0% de medida-F na
classificação de entidades.

5.5. Panorama geral da tarefa

A Seção 5 apresentou uma revisão de trabalhos
a respeito de REN para a ĺıngua portuguesa, que
foram divididos por tipo de técnica adotada na
abordagem. Buscou-se distinguir os trabalhos
de domı́nio geral e espećıfico e o corpus a que
o modelo foi aplicado, já que isso reflete muito
no desempenho. Para uma visão geral dos re-
sultados, as Tabelas 3 e 4 apresentam uma com-
paração dos trabalhos discutidos em relação ao
método utilizado, corpus de teste e medida-F
obtida. As abreviações “MR”, “AM”, “RN” e
“MB” significam “Modelo de regras”, “Apren-
dizado de máquina”, “Rede neural” e “Modelo
h́ıbrido”, respectivamente.

Analisando os trabalhos da Tabela 3, vemos
que a maioria foi testado no HAREM, o que o
torna o principal corpus de textos de domı́nio
geral para a avaliação de desempenho em REN.
O HAREM além de ser anotado manualmente,
contém muitas categorias de entidade e subcate-
gorias, que podem ser selecionadas de acordo com
o objetivo de pesquisa. Comparando os trabalhos
em relação ao método de abordagem, observa-se
que os modelos de redes neurais são os que vem
alcançando melhores resultados. Para a avaliação
com dez categorias de entidades, o modelo com
o estado-da-arte é o BERTimbau (Souza et al.,
2019), com 78,6% de medida-F. Já o desempenho
no HAREM para apenas quatro categorias (Pes-
soa, Local, Organização e Tempo) foi de 80,7%,
reportado por Júnior et al. (2015).

Trabalho Método Corpus teste F1

Bick MR HAREM 58,2
Sarmento MR HAREM 53,3
Rocha et al. MR HAREM 73,6*
Martins et al. MR HAREM 34,1
Cardoso MR HAREM 56,7
Ferreira et al. MR HAREM 45,2
Amaral & Vieira AM HAREM 57,9
Júnior et al. AM HAREM 80,7**
Solorio AM Lácio Web –
Santos & Guimarães RN HAREM 65,4
Castro et al. RN HAREM 70,3
Fernandes et al. RN HAREM 67,5
Santos et al. RN HAREM 74,6
Souza et al. RN HAREM 78,6
Peres et al. RN NER-Twitter 52,7
Milidiú et al. MB próprio 88,1
Ferreira et al. MB HAREM 92,5*
Pirovani & Oliveira MB HAREM 57,8
Júnior et al. MB HAREM 71,3**
Dias et al. MB próprio 83,0

* indica que o modelo foi avaliado apenas para
identificação.
** indica que o modelo avaliado apenas para um
subconjunto de entidades do corpus.

Tabela 3: Comparação de resultados dos traba-
lhos em domı́nio geral.

O único trabalho encontrado para a classi-
ficação de tweets foi o de Peres et al. (2017),
que obteve 52,7% para classificação de nomes de
pessoas, lugares e organizações. Esse resultado
reforça a dificuldade da aplicar o REN a textos
que usam linguagem da internet, como é o caso
das redes sociais. Nesse tipo de meio, as enti-
dades muitas vezes são pessoas da roda social
do usuário (como amigos e famı́lia) e os nomes
próprios não costumam ser escritos com letra ini-
cial maiúscula, além de haver muitos apelidos,
que são dif́ıceis de detectar.

No domı́nio espećıfico (Tabela 4), os resulta-
dos são mais dif́ıceis de comparar, pois os traba-
lhos foram testados em corpora e domı́nios va-
riados. Entre os corpora, o SemClinBR parece
ser um dos mais desafiadores, sendo aquele com
maior número de categorias e subcategorias clas-
sificadas, que podem ser confundidas entre si pe-
los modelos. De acordo com Schneider et al.
(2020), as categorias mais dif́ıceis foram aquelas
com maior granularidade, especificidade e com
vocabulários variáveis entre os hospitais, como a
subcategoria “Laboratório”. Na área de Direito,
Araujo et al. (2018) alcançou um ótimo resul-
tado no LeNER, com mais de 90% de medida-F.
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Trabalho Área Método Corpus teste F1

Ferreira et al. Médica MR MedAlert –
Lopes et al. Médica AM próprio 72,8
de Souza et al. Médica AM próprio 55,6
Araujo et al. Direito RN LeNER 92,5
Mota et al. Direito RN próprio 76,0
Lopes et al. Médica RN próprio 74,9
Schneider et al. Médica RN SemClinBR 60,4
de Souza et al. Médica RN SemClinBR 56,1

Tabela 4: Comparação de resultados dos trabalhos em domı́nio espećıfico.

Vale ressaltar que no LeNER apenas duas cate-
gorias das seis são espećıficas do Direito (Juris-
prudência e Legislação). Um dos pontos que fa-
vorecem na classificação de entidades em Direito
é a padronização, isto é, os termos, abreviações e
expressões seguem, em geral, uma fórmula, tendo
textos com um estilo de escrita muito repetitivos
que pode ajudar os modelos a capturarem as ca-
racteŕısticas das entidades.

6. Desafios e caminhos futuros da área

O Reconhecimento de Entidades Nomeadas tem
alcançado bons resultados de avaliação em cor-
pora de ĺıngua inglesa, com o estado-da-arte em
94,6% de medida-F no corpus ConLL-2003, re-
portado pelo trabalho de Wang et al. (2020).
Já para o português, o estado-da-arte no Mini-
HAREM, um dos corpus mais utilizados para
teste na tarefa, é de 78,6% de medida-F, obtido
por Souza et al. (2019) com o BERTimbau. Isso
mostra que ainda existe muito trabalho a ser feito
na área. Aqui serão discutidos alguns desafios no
REN em português e posśıveis caminhos a serem
explorados.

6.1. Criação de novos recursos

Os corpora anotados são recursos valiosos para o
treinamento de algoritmos de aprendizado super-
visionado. Quando se trata de redes neurais pro-
fundas, a quantidade de textos anotados precisa
ser ainda maior para que o algoritmo obtenha
melhores resultados. Para fins de comparação,
o ConLL-2003 tem cerca de 23.499 entidades no
corpus de treinamento, enquanto o Primeiro HA-
REM, usado geralmente para treino dos modelos,
tem cerca de 5.132. Desse modo, é esperado que
os modelos treinados no ConLL obtenham me-
lhores resultados.

A criação de novos corpora anotados para o
português é um caminho para avançar as pes-
quisas em REN. Existem diversos métodos de

anotação automática através de ferramentas pré-
treinadas ou de ontologias, como a DBpedia.
Nesse sentido, seria interessante explorar tais re-
cursos para a anotação, principalmente de textos
em rede sociais. Como mostrado na Tabela 1,
somente um dos corpora encontrados é composto
completamente de textos da Web.

Li et al. (2020a) ressaltam que a classificação
de entidades nomeadas em textos de redes soci-
ais tende a ser mais desafiadora, com resultados
pouco acima de 40% de medida-F. Sendo assim,
é preciso produzir mais materiais para o treina-
mento e a avaliação em textos dessa natureza.
Somente assim será posśıvel obter modelos mais
robustos, capazes de lidar com a diversidade es-
tiĺıstica e aplicáveis no domı́nio da Web. Nesse
sentido, a API do Twitter17 pode ser avaliada
como uma ferramenta de anotação automática de
tweets, já que ela fornece alguns recursos prontos
para a identificação de pessoas, lugares e produ-
tos citados no texto.

Os corpora de domı́nios espećıficos também
são importantes para o treinamento de modelos
especializados. O domı́nio comercial tem rece-
bido muita atenção em PLN nos últimos anos,
principalmente para a análise de comentários de
usuários a respeito de produtos. Modelos espe-
cializados em classificação de produtos já foram
explorados na literatura estrangeira (Zhao & Liu,
2008; Luo et al., 2011), mas não foram encontra-
dos trabalhos com textos em português, sendo
esse um campo rico para a produção de corpora
e ferramentas para REN.

6.2. Reutilização de recursos

Como a anotação manual de corpora de qua-
lidade é um trabalho árduo e demorado, uma
alternativa posśıvel seria combinar diversos cor-
pora existentes para o treinamento dos modelos,
como foi feito no IberLef-2019. Isso pode aju-

17https://developer.twitter.com/en/docs/
twitter-api
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dar a aumentar o número de exemplos para trei-
namento e fornecer mais diversidade lingúıstica
e estiĺıstica, ainda mais se os textos forem de
domı́nios e gêneros distintos. A maior dificuldade
nessa estratégia é a unificação dos corpora, já que
eles podem ter esquemas de anotação distintos e
inconsistências que prejudiquem a classificação.

Além da quantidade de exemplos, o balan-
ceamento do corpus é extremamente importante
para que o modelo não fique enviesado pelas ca-
tegorias com mais exemplos. Por isso, retirar ou
concatenar categorias que não são representativas
dentro do corpus também pode ajudar a melhorar
o desempenho dos modelos. Por exemplo, o HA-
REM define 10 categorias de entidades, mas algu-
mas delas são pouco representativas em relação
às demais, o que prejudica muito o desempenho
dos modelos quando avaliados em todas elas.

Por fim, a reutilização de modelos pré-
treinados é um caminho promissor para avançar
com as pesquisas em REN. As técnicas de trans-
fer learning vêm sendo amplamente exploradas
em PLN, principalmente em aplicações com re-
des neurais profundas (Malte & Ratadiya, 2019;
Alyafeai et al., 2020). Essas técnicas exploram o
conhecimento adquirido do treinamento de um
modelo em um domı́nio para aplicá-lo em ou-
tro. Alyafeai et al. (2020) apontam que o uso
de técnicas de transfer learning em redes neurais
profundas pode diminuir a complexidade de trei-
namento, seja pela quantidade de parâmetros ou
tempo necessário para o treinamento.

Diversos trabalhos discutidos nesta revisão
fazem uso de recursos computacionais pré-
treinados para a classificação de entidades nome-
adas (Souza et al., 2019; Schneider et al., 2020;
Fernandes et al., 2018; Castro et al., 2018; San-
tos et al., 2019). Mais de uma delas mostrou
que modelos pré-treinados na mesma ĺıngua que
a tarefa alvo apresentam melhores resultados do
aqueles pré-treinados em outras ĺınguas (Souza
et al., 2019; Schneider et al., 2020), indicando
que o conhecimento para a resolução do REN é
muito associado à ĺıngua alvo.

Outra vantagem da reutilização de modelos
pré-treinados é que eles podem ser adaptados
a novos domı́nios de aplicação. Existem diver-
sas maneiras de reutilizá-los, seja pelo treina-
mento em um corpus anotado através de fine-
tuning, seja utilizando-os como word embeddings
para um novo modelo ou combinados com outras
técnicas para gerar modelos h́ıbridos.

7. Considerações finais

Este artigo apresentou uma trajetória da tarefa
de Reconhecimento de Entidades Nomeadas para
ĺıngua portuguesa, oferecendo um panorama ge-
ral para aqueles interessados em saber mais sobre
a tarefa, recursos e técnicas dispońıveis. Os tra-
balhos foram apresentados de forma analógica ao
desenvolvimento da área ao longo dos anos, par-
tindo dos modelos de regras aos de aprendizado
de máquina profundo. As pesquisas em PLN com
ĺıngua portuguesa têm se dedicado ao REN há
mais de 10 anos. Nesse sentido, as iniciativas de
eventos sobre REN foram importantes para es-
tabelecer a área, principalmente considerando o
HAREM, que forneceu recursos computacionais
e lingúısticos importantes para o ponta-pé inicial
da área.

No cenário atual, vê-se uma nova onda de im-
pulsionamento nas pesquisas de REN em por-
tuguês, direcionada fortemente aos modelos de
aprendizado profundo. Atribui-se isso à re-
cente disponibilização de corpora anotados maio-
res e mais diversos, modelos computacionais pré-
treinados e bibliotecas de PLN para treinamento
de modelos de deep learning. Contudo, ainda há
um longo caminho a ser percorrido até que essa
seja dada como uma tarefa resolvida ou, ao me-
nos, tenha alcançado resultados bons o suficiente
para aplicação em mundo real. Apresentou-se
alguns caminhos posśıveis a serem adotados em
via de se obter sistemas de REN mais robustos e
adaptáveis para o português.

Mais do que a criação e avaliação de recursos
lingúısticos e computacionais, será necessário vol-
tar um olhar mais cŕıtico ao que já foi produzido
para tentar compreender melhor as principais di-
ficuldades da tarefa e delinear posśıveis soluções.
Como discutido nos trabalhos de Santos et al.
(2019), Júnior et al. (2015) e Amaral & Vieira
(2014), a confusão entre classes foi um erro fre-
quente cometido pelo reconhecedor de entidades,
como classificar em “pessoa” um lugar que tem
seu nome homenageado a alguém, tal qual “Ra-
poso Tavares” se referindo à rodovia. Esse é tipo
de ambiguidade de classificação é um dos tipos de
erros mais recorrentes entre os modelos de REN.
Desse modo, ressalta-se o trabalho colaborativo
entre pesquisadores para investigar tais questões,
a fim de propor soluções e avaliar técnicas para
superar esses problemas.
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Sarmento, Lúıs, Ana Sofia Pinto & Lúıs Cabral.
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