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Abstrak— Pada era informasi ini semakin banyak penilaian, 

pendapat dan pandangan yang dapat ditemukan secara luas 

di dunia maya. Contohnya adalah ulasan film, di mana 

penonton berbagi pandangannya mengenai sebuah film. 

Ulasan film adalah platform di mana para penggemar film 

dapat mengungkapkan pendapat mereka, baik itu dalam 

bentuk komentar negatif atau pun positif. Sebagian besar 

website untuk ulasan film sudah memiliki rating atau bintang, 

namun rating tinggi tidak selalu diiringi oleh ulasan yang baik 

begitu pun sebaliknya. Untuk itu, dibutuhkan metode untuk 

menganalisis teks dengan tujuan mengklasifikasikan apakah 

ulasan film tersebut termasuk dalam kategori negatif ataupun 

positif. Teknik yang digunakan adalah analisis sentimen atau 

opinion mining. Analisis sentimen adalah bidang dalam 

machine learning yang bertujuan untuk mengambil informasi 

bersifat subjektif dari teks ulasan. Salah satu metode 

klasifikasi machine learning adalah Support Vector Machine 

(SVM). Namun semakin banyak data akan muncul beberapa 

masalah yaitu banyaknya kata atau fitur yang tidak relevan 

menyebabkan kinerja pengklasifikasian menurun. Fitur 

tidak relevan akan menyebab perfomansi yang rendah. 

Seleksi fitur Gini Indeks dan Chi-Square dibandingkan untuk 

mengatasi masalah kata yang tidak relevan. Pada penelitian 

ini, metode klasifikasi SVM kombinasikan dengan metode 

seleksi fitur untuk meningkatkan performansi. Kombinasi 

SVM dan Gini Index menghasilkan performansi F1-score 

sebesar 85.8%. Sedangkan menggunakan SVM dan Chi-

Square menghasilkan performansi F1-score tertinggi yaitu 

sebesar 89.2%. 

 

Kata kunci— Chi-Square, Feature Selection, Gini Index, 

Machine Learning, Sentiment Analysis, Support Vector 

Machine 

I. PENDAHULUAN 

Industri perfilman mengalami pertumbuhan yang cepat 

dan menarik minat yang besar. Ketersediaan akses yang 

lebih mudah untuk menikmati film telah berkontribusi pada 

peningkatan jumlah penggemar film. Ulasan film berperan 

sebagai platform di mana para pencinta film dapat berbagi 

pendapat atau evaluasi untuk konten tersebut. Pengguna 

yang menggunakan forum, blog, sosial media, atau pun 

platform lain di dunia maya memiliki kesempatan untuk 

mengekspresikan emosi, evaluasi, atau pendapat mengenai 

sebuah film [1]. Hal ini dapat menjadi panduan dan acuan 

bagi pengguna lain yang ingin menonton film tersebut. 

Ulasan film tersebut dapat berisikan suatu komentar positif 

atau negatif yang dapat memberikan informasi mengenai 

suatu film. Sebagian besar website untuk ulasan film sudah 

memiliki rating atau bintang, namun rating tinggi tidak 

selalu diiringi oleh ulasan yang baik begitu pun sebaliknya. 

Metode yang diterapkan untuk mengklasifikasikan 

apakah ulasan film tersebut termasuk dalam kategori 

negatif atau positif adalah analisis sentimen atau 

penambangan opini. Pada saat ini, analisis sentimen sering 

dilakukan untuk memperoleh informasi serta polaritas 

mengenai suatu entitas atau objek dalam bentuk tekstual 

untuk mengetahui apakah kalimat tersebut cenderung 

positif atau negatif [2]. Sedangkan untuk pendekatan 

machine learning, merupakan pendekatan yang dalam 

penggunaannya memerlukan data manual dari dataset dan 

membuat model untuk melatih classifier yang dikenal 

dengan data training yang nantinya akan diujikan dengan 

data testing pada proses klasifikasi sentimen.  

Salah satu penelitian sebelumnya menunjukkan bahwa 

Support Vector Machine sebagai algoritma klasifikasi 

mempunyai nilai akurasi yang lebih tinggi yaitu 89% 

daripada pada Naïve Bayes, Random Forest, dan Decision 

Tree [3][4]. Banyaknya fitur yang terkandung dalam 

dataset serta terdapat fitur yang kurang relevan terhadap 

kelas keluaran tertentu akan mengakibatkan menurunnya 

performansi dalam proses klasifikasi yang dibangun. Untuk 

mengatasi hal tersebut, perlu adanya penggunaan seleksi 

fitur [5].  Seleksi fitur merupakan salah satu teknik yang 

digunakan untuk mengurangi dimensi fitur yang tinggi 

dalam data yang ada dengan menghapus fitur-fitur yang 

kurang relevan. Pada penelitian [6] yang membandingkan 

penggunaan metode seleksi fitur, didapatkan bahwa 
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metode Gini Index dapat menghasilkan performansi yang 

lebih baik dibandingkan dengan metode seleksi fitur 

lainnya. Lalu, sebuah studi mengenai pemanfaatan seleksi 

fitur dengan menggunakan metode Chi-Square pada 

analisis sentimen dokumen [7] mengambil kesimpulan 

bahwa penggunaan Chi-Square dalam seleksi fitur 

menghasilkan peningkatan akurasi sebesar 13,33%. 

Penggunaan metode seleksi fitur diharapkan mampu untuk 

meningkatkan kinerja dari algoritma klasifikasi Support 

Vector Machine yang bekerja pada dimensi fitur yang tingi. 

Pada penelitian [8] telah melakukan pengujian untuk 

mengetahui performansi penggunaan seleksi fitur Gini 

Index pada klasifikasi Multinomial Naïve Bayes. Dalam 

penelitian tersebut didapatkan bahwa pemilihan Gini Index 

sebagai seleksi fitur dapat meningkatkan akurasi sebesar 

3,5% dengan hasil 59.54%. Serta pada penelitian [9] 

membandingkan penggunaan TF-IDF dan Word 

Embedding sebagai metode ekstraksi fitur dengan 

klasifikasi Artificial Neural Network. TF-IDF merupakan 

metode pembobotan yang berdasarkan pada bobot kata. 

Didapatkan bahwa TF-IDF merupakan metode feature 

extraction terbaik dibandingkan dengan Word Embedding 

dengan hasil akurasi 80,55%. Sehingga didapatkan 

kesimpulan bahwa pemilihan metode feature extraction 

juga dapat meningkatkan performansi dari algoritma 

klasifikasi. 

Berdasarkan kondisi tersebut, penelitian ini 

menggunakan pendekatan machine learning yang berfokus 

pada algoritma Support Vector Machine dengan 

Perbandingan Gini Index dan Chi-Square sebagai seleksi 

fitur dalam melakukan analisis sentimen terhadap ulasan 

film. Adapun penelitian ini dilakukan untuk dapat 

mengelompokkan suatu pendapat atau opini terhadap suatu 

film, dengan melihat kecenderungan opini tersebut apakah 

tergolong suatu komentar positif atau negatif. Serta 

dilakukan pengujian pada penelitian ini yang berdasarkan 

pada skenario pengujian untuk mengetahui performansi 

dari sistem yang dibangun dengan menggunakan evaluasi 

F1-Score, di mana semakin tinggi hasil yang diperoleh 

maka semakin baik sistem yang dibangun. 

II. METODOLOGI PENELITIAN 

Pada bagian metodologi penelitian, akan dipaparkan 

mengenai struktur sistem yang dibangun. Langkah-langkah 

yang diterapkan dalam analisis sentimen pada ulasan film 

adalah ekstraksi fitur menggunakan TF-IDF, seleksi fitur 

dengan Chi-square dan Gini Index, serta penerapan pada 

model klasifikasi menggunakan algoritma Support Vector 

Machine (SVM). Skema sistem yang dirancang 

ditunjukkan dalam diagram alur seperti yang terlihat pada 

Gambar 1. 

 
Gambar. 1  Gambaran umum perancangan sistem 

A. Dataset 

Dataset yang digunakan dalam penelitian ini adalah 

data ulasan film dalam berbahasa inggris yang didapat dari 

Internet Movie Database (IMDb) dengan menggunakan 

format file .csv. Dataset ulasan film merupakan kumpulan 

opini dari penikmat film mengenai film yang ada pada 

Internet Movie Database (IMDb). Dataset yang digunakan 

dalam penelitian ini, berjumlah 5.000 data ulasan yang 

terdiri dari dokumen dengan sentimen negatif dan positif. 

Tabel 1 berikut merupakan contoh data yang digunakan 

dalam penelitian ini. 

TABEL I 

DATASET REVIEW MOVIE IMDB 

Review Sentimen 

I had the terrible misfortune of having to view this "b-
movie" in it's entirety.<br /><br /> … This has got to 

be the worst b-movie of all time, it shouldn't even be 

called a b-movie, more like an f-movie! … 

0 
(Negative) 

An amazing film indeed. If you have 2.5 hours to spare, 

it's definitely worth watching, … The music composed 
by A.R. Rahman might take some time to resonate with 

you, but after listening to it a few times, you'll find 

yourself genuinely enjoying it. 

1 

(Positive) 

B. Preprocessing 

Tahapan ini merupakan proses pembuangan kata-kata 

yang tidak relevan yang ada pada dataset. Tujuan dari tahap 

preprocessing adalah untuk mengurangi jumlah fitur yang 

tidak penting yang dapat menurunkan efektivitas serta 

efisiensi pada proses klasifikasi. Hasil yang didapat dari 

tahap preprocessing yaitu berupa pemotongan kata tiap 

kalimatnya yang akan dilanjutkan ke dalam tahap 

pembobotan kata dengan TF-IDF. Berikut merupakan 

tahapan yang terdapat dalam preprocessing. 

1) Case Folding: Case folding merupakan teknik 

membersihkan data dengan menghilangkan huruf besar, 

tanda baca, alamat URL atau situs. Sehingga menyisakan 

kalimat dalam dataset menjadi huruf kecil untuk semua teks 

seperti di tabel 2. 

TABEL II 

CONTOH CASE FOLDING 

Input Output 

I had the terrible misfortune of 
having to view this "b-movie" in 

it's entirety.<br /><br /> This 

has got to be the worst b-movie of 

all time, it shouldn't even be 

called a b-movie, more like an f-
movie! 

i had the terrible misfortune of 
having to view this bmovie in its 

entirety this has got to be the 

worst bmovie of all time it 

shouldnt even be called a bmovie 

more like an fmovie 

2) Stopword Removal: merupakan langkah untuk 

mengeliminasi kata-kata yang memiliki dampak minim, 

seperti kata ganti orang atau konjungsi. Proses filtering 

dapat digambarkan seperti di tabel 3. 

TABEL III 

CONTOH STOPWORD REMOVAL 

Input Output 
i had the terrible misfortune of having 

to view this bmovie in its entirety this 

has got to be the worst bmovie of all 

time it shouldnt even be called a 
bmovie more like an fmovie 

terrible misfortune view 

bmovie entirety got worst 

bmovie time not even called 

bmovie like fmovie 
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3) Lemmatization: merupakan proses mengembali-

kan kata menjadi kata dasar yang sesuai dengan kamus dan 

tetap memiliki makna yang sama. Setelah dilakukan 

preprocessing tahap filtering atau stopword removal, maka 

dataset ulasan film akan dilakukan proses preprocessing 

tahap lemmatization. Tabel 4 merupakan gambaran 

terhadap tahapan lemmatization. 

TABEL IV 

CONTOH LEMMATIZATION 

Input Output 

terrible misfortune view bmovie 
entirety got worst bmovie time 

not even called bmovie like 

fmovie 

terrible misfortune view bmovie 
entirety  get bad bmovie time 

not even call bmovie like fmovie 

4) Tokenization: Tokenization atau tokenisasi 

merupakan proses dimana kalimat dalam dataset akan 

dirubah menjadi potongan per kata seperti pada tabel 5. 

TABEL V 

CONTOH TOKENIZATION 

Input Output 
terrible misfortune view bmovie 

entirety got worst bmovie time not 

even called bmovie like fmovie 

terrible | misfortune | view | 

bmovie | entirety | | get | bad | 

bmovie | time | not | even | call 

| bmovie | like | fmovie 

C. Ekstraksi Fitur 

Pada tahapan ini akan dilakukan ekstraksi fitur pada 

dataset setelah dilakukannya tahap preprocessing. Feature 

extraction merupakan metode yang digunakan untuk 

menghasilkan fitur baru yang memiliki dimensi lebih 

sedikit dari data real nya [10]. Hal tersebut dilakukan untuk 

meningkatkan performansi dari metode machine learning 

yang digunakan. Salah satu metode feature extraction yang 

sering digunakan adalah TF-IDF [9]. 

Term Frequency (TF) adalah kemunculan suatu fitur 

pada dokumen yang bersangkutan. Sedangkan Inverse 

Document Frequency (IDF) adalah perhitungan mengenai 

suatu fitur yang didistribusikan secara luas pada dokumen. 

Term Frequency and Inverse Document Frequency (TF-

IDF) sendiri merupakan kombinasi antara TF dan IDF yang 

digunakan untuk menganalisa suatu fitur dengan 

sekumpulan dokumen [9]. TF-IDF sering digunakan untuk 

feature extraction dalam klasifikasi suatu teks karena dapat 

meningkatkan performansi dari metode algoritma 

klasifikasi [9][11]. Berikut rumus untuk mendapatkan nilai 

TF-IDF. 

tft,d = ft,d    (1) 

Persamaan (1) merupakan rumus TF yang 

menyatakan jumlah kemunculan suatu fitur yang terdapat 

dalam dokumen, dan berikut adalah persamaan mengenai 

rumus IDF[11].  

𝑖𝑑𝑓𝑡 = 1 + log
𝑁

𝑑𝑓𝑡
   (2) 

Persamaan (2) rumus menghitung IDF, dengan N 

merupakan jumlah dokumen dan df adalah jumlah 

dokumen yang mengandung suatu fitur t. Dari kedua 

persamaan tersebut akan digunakan sebagai rumus TF-IDF 

pada persamaan (3) untuk menghitung bobot nilai dari fitur 

yang terdapat dalam dokumen yang dinyatakan dengan w. 

𝑤 = 𝑡𝑓𝑡,𝑑  ×  𝑖𝑑𝑓𝑡     (3) 

D. Seleksi Fitur menggunakan Gini Index 

Pada tahapan ini akan dipilih fitur dengan nilai terbaik 

dan nantinya akan dipakai dalam proses klasifikasi. 

Menggunakan metode Gini Index sebagai feature selection 

dalam memilih fitur, tujuan dari hal tersebut agar 

mempercepat proses klasifikasi dan meningkatkan 

performansi dengan memilih fitur yang berpengaruh. 

Dalam tahapan ini menggunakan input dari hasil 

pembobotan kata untuk tiap fiturnya yang nantinya akan 

dihitung nilai Gini Index sesuai kemunculan fitur tiap 

kelasnya. Kemudian output dari seleksi fitur ini adalah 

urutan fitur dari yang relevan ke yang irrelevan dalam 

bentuk vector.  

Gini Index merupakan salah satu metode seleksi fitur 

yang mengukur tingkat korelasi suatu fitur dengan kelasnya. 

Pada umumnya, Gini Index sering digunakan untuk proses 

pemilihan fitur pada decision tree [6]. Tujuan penggunaan 

Gini Index sebagai seleksi fitur adalah untuk mengurangi 

dimensi yang tinggi pada suatu dataset dan membantu 

menyeleksi fitur dengan menggunakan fitur atau parameter 

yang tingkat relevannya tinggi [12], [13]. Rumus Gini 

Index dapat didefinisikan sebagai berikut [13]: misalkan S 

merupakan satu set dari s data. Di mana s data tersebut 

mempunyai sejumlah k kelas yang berbeda (C_i=1,…,k). 

Berdasarkan perbedaan kelas tersebut, kita dapat membagi 

S ke dalam sejumlah k subset (S_i=1,…,k). Misalkan S_i 

merupakan himpunan dari dataset yang termasuk ke dalam 

kelas C_i. Maka nilai Gini Index dari himpunan S_i 

tersebut adalah hasil dari persamaan (4) berikut. 

 

𝐺𝐼𝑁𝐼(𝑆) = 1 − ∑ 𝑃𝐼
2𝑘

𝑖=1    (4)

  

Dimana Pi merupakan probabilitas dari setiap sampel 

kelas yang ada yaitu C_i, perhitungan Gini Index ini 

dimaksudkan untuk menghitung ketidaksesuaian fitur yang 

akan digunakan untuk klasifikasi. Apabila semua sampel 

dalam himpunan mempunyai distribusi kelas yang setara, 

maka GINI(S) maksimum akan menghasilkan nilai gini 

minimum. Hasil perhitungan gini index yang mempunyai 

nilai yang rendah maka semakin baik nilai suatu fiturnya 

[13]. 

Adapun proses yang dilakukan dalam melakukan Gini 

Index adalah dengan menghitung Gini Index untuk setiap 

fitur yang terkandung dengan menggunakan persamaan (4). 

Kemudian melakukan pengurutan secara descending 

terhadap hasil perhitungan yang didapat untuk setiap 

fiturnya. 

E. Seleksi Fitur menggunakan Chi-Square 

Ini adalah langkah di mana fitur-fitur dipilih untuk 

mengurangi kata-kata yang dianggap memiliki dampak 

yang lebih rendah dalam analisis sentimen [7]. Dalam 

konteks penyeleksian fitur kali ini, penerapan Chi-square 

bertujuan untuk mengukur tingkat ketergantungan antara 

kata tertentu dalam sebuah dokumen dengan kelas negatif 

atau positif. Langkah awal yang dijalankan adalah 
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menetapkan hipotesis nol (H0) serta hipotesis alternatif 

(H1). 

• Hipotesis 0 (null hypothesis) = kata tidak tergantung 

dengan label kelas. 

• Hipotesis 1 (alternate hypothesis) = kata tergantung 

dengan label kelas. 

 

Rumus Chi-square (𝑋2) pada persamaan (5) berikut: 

 

𝑋2 =  𝛴
(𝑂𝑖−𝐸𝑖)

2

𝐸𝑖
    (5) 

 

Nilai observed (o) mencakup jumlah kemunculan suatu 

fitur dalam setiap kelas, sementara nilai expected (E) 

mencakup nilai yang berasal dari total term yang muncul di 

seluruh kelas (m), dikalikan dengan nilai total dalam setiap 

kelas (n), kemudian dibagi oleh seluruh data (D). Berikut 

rumus dalam menemukan nilai E pada persamaan (6) 

berikut: 

 

𝐸𝑖 =
𝑚∗𝑛

𝐷
    (6) 

 

Langkah berikutnya yaitu mencari nilai probabilitas (p) 

fitur yang tidak tergantung kepada suatu kelas dengan 

melihat Chi-square table.  

 

Pada tahap ini, diperlukan nilai degree of freedom (DoF) 

dengan mengurangi satu dari jumlah baris. Sebagai ilustrasi, 

jika terdapat nilai Chi-square sebesar 2,706 pada baris 

dengan DoF = 1 dan memiliki nilai p  = 0,1. Untuk seleksi 

fitur, diperlukan nilai alpha (α) atau nilai signifikansi untuk 

melakukan pengujian hypothesis. Jika: 

• jika nilai p  α, maka istilah tersebut menolak 

Hipotesisi 0, atau menunjukkan adanya 

ketergantungan, 

• jika nilai p > α, maka istilah tersebut menerima 

Hipotesis 0, atau menunjukkan ketidakbergantungan.  

Dalam penelitian ini, untuk terms yang memiliki nilai p 

lebih dari nilai alpha (α) atau nilai signifikansi yang 

ditentukan, fitur-fitur tersebut akan dihilangkan. 

𝛼 =  1 –  𝑆𝑒𝑙𝑎𝑛𝑔 𝐾𝑒𝑝𝑒𝑟𝑐𝑎𝑦𝑎𝑎𝑛  (6) 

 

Di mana aplha (α) melambangkan level signifikansi, dan 

interval kepercayaan mencerminkan level keyakinan 

terhadap H0, yang berarti menganggap bahwa semua fitur 

adalah independen [14]. Tabel 6 berikut adalah indeks yang 

akan digunakan dalam implementasi penelitian ini. 

 

 

 

 

 

 

 

 

 

 

 

 

TABEL VI 

INDEX CHI-SQUARE YANG DIGUNAKAN DALAM IMPLEMENTASI 

dof 1 2 3 4 5 6 

P 0.975 0.000982 0.051 0.216 0.484 0.831 1.237 

0.95 0.00393 0.103 0.352 0.711 1.145 1.635 

0.9 0.0158 0.211 0.584 1.064 1.61 2.204 

0.5 0.455 1.386 2.366 3.357 4.351 5.348 

0.2 1.642 3.219 4.642 5.989 7.289 8.558 

0.1 2.706 4.605 6.251 7.779 9.236 10.645 

0.05 3.841 5.991 7.815 9.488 11.07 12.592 

0.025 5.024 7.378 9.348 11.143 12.833 14.449 

0.02 5.412 7.824 9.837 11.668 13.388 15.033 

 

F. Support Vector Machine (SVM) 

Proses klasifikasi dalam penelitian ini menggunakan 

algoritma Support Vector Machine (SVM). SVM adalah 

algoritma supervised learning yang dapat digunakan dalam 

klasifikasi atau pun regresi. Namun, sering digunakan 

dalam penyelesaian kasus klasifikasi [3]. SVM memiliki 

kemampuan untuk bekerja dengan data yang besar serta 

dapat mencapai hasil yang tinggi dalam klasifikasi suatu 

teks [5]. Tujuan dalam penggunaan klasifikasi SVM adalah 

mencari hyperplane terbaik. Tedapat ilustrasi dalam 

pencarian hyperplane terbaik, sebagai berikut: 

 
Gambar. 2  Ilustrasi pencarian hyperplane  

 

Pada Gambar 2, menunjukan gambaran dalam pencarian 

hyperplane terbaik dalam support vector machine. 

Hyperplane mempunyai fungsi untuk memisahkan dua 

buah kelas. Terdapat pattern yang menggambarkan 

anggota antara dua buah kelas yaitu -1 dan +1. Sedangkan 

margin merupakan jarak terdekat antara hyperplane dan 

pattern untuk setiap kelas dan diilustrasikan dengan garis 

yang terputus-putus. Hyperplane optimal dapat 

diidentifikasi dengan mengidentifikasi pola yang memiliki 

jarak terdekat dengan hyperplane dari kedua kelas. Jarak 

minimal antara hyperplane dan pola tersebut dikenal 

sebagai vektor pendukung (support vector) [15]. 

Dalam ilustrasi diatas hyperplane terbaik dapat 

direpresentasikan dengan garis solid berwarna merah yang 

terletak diantara kedua kelas yaitu -1 dan +1. Data yang ada 

dinotasikan sebagai 𝑥1⃗⃗  ⃗ ∈ ℛ𝑑 , �⃗⃗� normal bidang dan b 

merupakan posisi bidang relative. Sedangkan untuk kedua 

kelas, dinotasikan dengan 𝑦𝑖  ∈  {− 1, +1}   untuk semua i 
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dengan jumlah sebanyak n. Untuk kelas -1 dan +1 dapat 

diasumsikan bahwa kelas dipisahkan oleh hyperplane 

berdimensi d, dengan persamaan (7) sebagai berikut [15], 

[16]. 

�⃗⃗� . 𝑥1⃗⃗  ⃗  +  𝑏 = 0    (7) 

Pattern 𝑥1⃗⃗  ⃗  yang didalamnya mengandung kelas +1, 

didapatkan pada persamaan (8) sebagai berikut: 

�⃗⃗� . 𝑥1⃗⃗  ⃗  +  𝑏 ≥  +1   (8) 

Untuk pattern 𝑥1⃗⃗  ⃗ yang didalamnya mengandung kelas -

1, didapatkan pada persamaan (9) sebagai berikut: 

�⃗⃗� . 𝑥1⃗⃗  ⃗  +  𝑏 ≤  −1    (9) 

Sedangkan untuk menemukan margin dengan nilai 

terbesar nilai jarak dapat dimaksimalkan antara hyperplane 

dan titik terdekatnya, yaitu pada persaamaan (10) berikut: 

 
1

‖�⃗⃗� ‖
     (10) 

G. Evaluasi 

Setelah semua proses telah dilakukan, maka proses 

terakhir adalah melakukan evaluasi terhadap metode yang 

digunakan. Digunakan suatu confusion matrix untuk 

menghitung performansi dari suatu metode klasifikasi 

Support Vector Machine pada ulasan film. Confusion 

matrix mempunyai 4 istilah dalam penggunaannya [16], 

yaitu: 

TABEL VII 

CONFUSION MATRIX 

Prediksi 
Kelas yang sebenarnya 

positif negatif 

Prediksi positif TP FP 

Prediksi negatif FN TN 

• True Positive (TP): jumlah ulasan film prediksi positif 

dengan klasifikasi positif. 

• True Negative (TN): jumlah ulasan film prediksi 

negatif dengan klasifikasi negatif. 

• False Positive (FP): jumlah ulasan film prediksi 

negatif dengan klasifikasi positif. 

• False Negative (FN): jumlah ulasan film prediksi 

positif dengan klasifikasi negatif. 

 

Confusion matrix tersebut dapat digunakan untuk 

mengetahui performansi dari metode klasifikasi seperti 

Accuracy, Precision, Recall, F1-Score. Berikut adalah 

rumus untuk menghitung performansi: 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =  
𝑇𝑃+𝑇𝑁

𝑇𝑃+𝐹𝑃+𝐹𝑁+𝑇𝑁
  (11) 

 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =  
𝑇𝑃

𝑇𝑃+𝐹𝑃
      (12) 

 

𝑅𝑒𝑐𝑎𝑙𝑙 =  
𝑇𝑃

𝑇𝑃+𝐹𝑁
    (13) 

 

𝐹1 − 𝑆𝑐𝑜𝑟𝑒 = 2 × 
𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ×𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛+𝑅𝑒𝑐𝑎𝑙𝑙
 (14) 

 

 

 

 

III. HASIL DAN PEMBAHASAN 

Penelitian ini telah menyiapkan dataset sebesar 5000 

ulasan film akan dilakukan proses sampai dengan evaluasi. 

Hasil evaluasi dinyatakan dalam Accuracy pada persamaan 

(11), serta F1-Score pada persamaan (14). F1-Score 

merupakan rata-rata harmonik dari nilai Precision pada 

persamaan (12) dan Recall pada persamaan (13). F1-Score 

sendiri memberikan gambaran seberapa presisi dan 

seberapa baik model dalam memberikan label untuk 

klasifikasi. Oleh karena itu, F1-Score digunakan sebagai 

metode evaluasi dari sistem yang telah dibangun, di mana 

sistem yang dibangun semakin baik, maka nilai F1-Score 

yang didapatkan semakin tinggi. 

A. Hasil Pengujian dan Analisis Skenario 1 

Pengujian pada skenario pertama melakukan tahap 

preprocessing tanpa lemmatization dan dengan 

lemmatization. Hasil dari kedua pengujian tersebut 

digunakan untuk mengetahui seberapa besar pengaruh 

lemmatization pada sistem yang dibangun. Berikut adalah 

hasil perbandingan pengujian mengenai preprocessing 

dengan menggunakan dan tanpa menggunakan 

lemmatization terhadap proses klasifikasi. 

TABEL VIII 

HASIL PENGUJIAN PREPOCESSING 

Uji Pre- 

processing 

Accuracy Recall Precision F1-

Score 

Tanpa 

Lemmatization 

84,8% 86,87% 85,1% 85,9% 

Dengan 

Lemmatization 

85,2% 86,25% 86,07% 86,1% 

Tabel 8 menampilkan pengaruh pengujian 

preprocessing tanpa lemmatization dan dengan 

lemmatization. Hasil evaluasi menggunakan perhitungan 

F1-Score, dimana semakin tinggi nilai F1-Score yang 

didapatkan, menyatakan bahwa sistem yang dibangun 

semakin baik. Hasil pengujian dengan nilai F1-Score yang 

yang terbaik akan digunakan untuk proses seleksi fitur 

klasifikasi. 

Pada tabel 8 dapat diketahui bahwa perbandingan 

penggunaan preprocessing tanpa menggunakan 

lemmatization mendapatkan nilai F1-Score sebesar 85,9% 

dengan fitur yang dihasilkan sebanyak 36.222 fitur. 

Sedangkan, dengan menggunakan lemmatization 

mempunyai nilai akurasi sebesar 86,1% dengan fitur yang 

dihasilkan sebanyak 30.242. Berdasarkan hasil tersebut, 

didapatkan bahwa penggunaan preprocessing 

menggunakan lemmatization lebih unggul dibandingkan 

tanpa menggunakan lemmatization. Hal ini disebabkan 

karena pada tahapan lemmatization dilakukannya 

perubahan bentuk untuk setiap kata menjadi kata dasar. Hal 

tersebut akan membuat dimensi menjadi lebih kecil dan 

kata yang memiliki arti sama menjadi satu kata saja [17]. 

Sebagai contoh kata atau term “worst” dan “bad”, dalam 

proses lemmatization kata “worst” akan diubah kedalam 
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bentuk dasar “bad” sehingga memiliki makna yang sama 

dengan kata aslinya. 

B. Hasil Pengujian dan Analisis Skenario 2 

Pada skenario kedua dalam penelitian ini, perbandingan 

hasil kinerja dari proses klasifikasi dievaluasi dengan 

mengubah nilai signifikansi dalam Chi-square. Dalam 

proses ini digunakan kernel linear.  

Tabel 9 menunjukkan jumlah fitur yang diambil 

berdasarkan nilai signifikansi yang diaplikasikan. 

Penggunaan nilai signifikansi hingga 0,15 dipilih karena 

mencapai tingkat kepercayaan maksimal bahwa semua 

istilah independen minimal adalah 0,85. 

TABEL IX 

PENGAMBILAN FITUR PADA SETIAP NILAI SIGNIFIKASI CHI-SQUARE 

Fitur Signifikansi Tanpa Seleksi 

Fitur 0,05       0,10 0,15 

Dihapus 27.946 27.265 26.607 0 

Diambil 989 1.670 2.328 28.935 

Menurut tabel 9, semakin besar tingkat signifikansi 

yang diterapkan, semakin besar juga fitur yang diambil. 

Begitu juga dengan tingkat signifikansi semakin kecil, 

maka semakin kecil fitur yang diambil. Tentu saja, 

penggunaan fitur-fitur ini berpengaruh pada hasil kinerja. 

Pada tabel 10 yang memperlihatkan performansi untuk 

setiap nilai signifikansi yang diujikan. 

TABEL X 

HASIL PENGUJIAN CHI-SQUARE 

Evaluasi Signifikansi Tanpa Seleksi 

Fitur 
0,05 0,10 0,15 

Akurasi 83,6% 84,0% 83,9% 84.6% 

Persisi 86,4% 86,8% 87,0% 84.8% 

Recall 81,81% 82,19% 82,53% 84.46% 

F1-score 84,04% 84,43% 84,23% 84.63% 

Dalam Tabel 10 di atas, model tanpa seleksi fitur 

menunjukkan hasil F1-score lebih tinggi dibandingkan 
model yang menggunakan seleksi fitur Chi-square.  Hal 

tersebut disebabkan karena model yang menerapkan 

seleksi fitur memiliki jumlah fitur yang lebih sedikit, 

mengakibatkan fitur-fitur yang dapat berpengaruh pada 

performansi terbuang. Dari Tabel 10, dapat dilihat bahwa 

semakin banyak fitur, rasio nilai True Positive terhadap 

total nilai positif yang diprediksi semakin besar. Meskipun 

demikian, pada model tanpa seleksi fitur, nilai presisi 

menurun dari model lainnya. Penurunan tersebut 

disebabkan keberadaan noise pada kelas positif yang 

memengaruhi nilai presisi dalam model yang tidak 

melibatkan seleksi fitur [5]. 

Fitur yang dipilih semakin banyak akan meningkatkan 

kemampuan SVM dalam memprediksi. Melihat Tabel 10, 

nilai recall meningkat dengan meningkatnya jumlah fitur 

yang digunakan. Jika keberimbangan antara precision dan 

recall diinginkan, model tanpa seleksi fitur dapat menjadi 

pilihan karena memiliki nilai F1-score tertinggi di antara 

model-model lainnya. 

C. Hasil Pengujian dan Analisis Skenario 3 

Hasil terbaik pada pengujian skenario pertama akan 

digunakan dalam pengujian skenario kedua. Dimana 

lemmatization digunakan pada tahap preprocessing, pada 

saat melakukan Gini Index fitur akan diurutkan 

berdasarkan nilai Gini Index secara descanding. 

Selanjutnya, melakukan pengujian mengenai jumlah fitur 

yang digunakan. Fitur awal sebelum dilakukan proses 

seleksi fitur adalah sebesar 28935. Selanjutnya, membagi 

data latih dan data uji sebesar 70:30 sebelum dilakukannya 

tahap klasifikasi menggunakan Support Vector Machine 

dengan kernel linear. Berikut adalah perbandingan hasil 

pengujian penggunaan fitur dan pengujian terhadap 

pengaruh penggunaan seleksi fitur Gini Index. 

TABEL XI 

HASIL PERFORMANSI NILAI SIGNIFIKANSI 

Jumlah 

Fitur 
Accuracy Recall Precision F1-Score 

50 80% 90% 76% 82,7% 

100 82,5% 90,83% 79,17% 84,74% 

1.000 87,4% 90% 86% 88% 

5.000 88,33% 90,41% 88,03% 89,21% 

10.000 87,33% 88,12% 88,12% 88,12% 

15.000 86,77% 88,54% 86,91% 87,71% 

28.935 

(Fitur Asli) 

84,6% 84,46% 84,8% 84,63% 

Pada tabel 11, pengujian didapatkan bahwa saat 
melakukan perbandingan pengujian mengenai pengaruh 

Gini Index sebagai fitur seleksi terhadap metode klasifikasi 

SVM. Performansi SVM tanpa menggunakan Gini Index 

sebagai fitur seleksi menghasilkan nilai F1-Score sebesar 

86,1% dengan menggunakan fitur sebanyak 28.935, 

sedangkan untuk performansi SVM setelah digunakannya 

Gini Index dengan menggunakan jumlah fitur 5.000 

dimana nilai Gini Index terbaik diperoleh sebesar 0,499649 

dan mampu menghasilkan F1-Score sebesar 89,21% serta 

mengurangi fitur sebanyak 23.935 dari total fitur 28.935. 

Pada saat pengujian menggunakan fitur 50 dan 100 

menghasilkan nilai F1-Score di bawah hasil F1-Score 

tanpa Gini Index sebagai seleksi fitur. Hal ini dikarenakan 

fitur-fitur yang berada dalam rentang tersebut masih belum 

cukup untuk mewakili keseluruhan fitur. Sehingga hal 

tersebut menurunkan perolehan nilai F1-Score artinya 

diperlukan lagi untuk lebih banyak fitur untuk memberikan 

hasil performansi yang lebih baik. Pada saat pengujian 

menggunakan fitur 10.000 dan 15.000 terjadi penurunan 

perolehan F1-score yang dihasilkan. Hal ini menunjukkan 

bahwa terlalu banyak fitur yang digunakan, maka akan 

terjadi penurunan F1-Score. Begitu juga, jika terlalu sedikit 

fitur yang digunakan maka perolehan F1-Score yang 

didapatkan menurun. Sedangkan saat menggunakan fitur 

28.935 memperoleh nilai F1-Score sebesar 86,1% yang 
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merupakan pengujian tanpa seleksi fitur. Sehingga 

penggunaan seleksi fitur Gini Index dapat menaikkan 

performansi dari suatu sistem yang dibangun. Hal ini 

disebabkan karena Gini Index melakukan seleksi fitur 

dengan menggunakan fitur yang mempunyai tingkat 

relevan yang tinggi untuk dapat dilakukan dalam proses 

klasifikasi [6]. Selain itu penggunaan seleksi fitur ini 

bertujuan untuk mengurangi dimensi data yang ada 

sehingga membuat performansi klasifikasi dapat 

meningkat. 

D. Hasil Pengujian dan Analisis Skenario 4 

Tahap pengujian 4 melibatkan penggunaan model 

dengan metode SVM untuk menemukan parameter 

teroptimal yang diimplementasikan pada setiap kernel 

linear, polynomial, dan RBF dalam SVM. Pengujian ini 

dilakukan melalui metode GridSearch dengan tiga (3) kali 

validasi silang. Tujuan dari skenario ini adalah 

membandingkan kinerja masing-masing kernel. Pengujian 

dilakukan menggunakan seleksi fitur Gini Index. 

TABEL XII 

HASIL PERBANDINGAN PENGGUNAAN KERNEL 

Evaluasi 
Kernel 

Polynomial Linear RBF 

Akurasi 83,80% 84,60% 88,30% 

Presisi 83,60% 84,46% 90,41% 

Recall 83,93% 84,80% 88,03% 

F1-Score 83,76% 84,63% 89,21% 

Pada tabel 12 dapat dilihat bahwa kernel Radial Basis 

Function (RBF) unggul pada semua nilai evaluasi. SVM 

dengan RBF terbukti paling optimal untuk dataset atau 

kasus yang diambil pada penelitian ini. RBF merupakan 

kernel nonlinear dari SVM. Pada kasus ini linear lebih 

rendah dari pada nonlinear. Hal tersebut dapat disebabkan 

kompleksitas masalah kernel yang berbeda-beda dan 

tergantung dari fitur-fitur yang digunakan [15].  

IV. KESIMPULAN 

Dalam penelitian ini digunakan 5.000 data ulasan film 

yang terdiri dari 2.500 data negatif dan 2.500 positif. 

Berdasarkan hasil skenario, data telah melewati proses pra-

proses, kemudian diberi bobot lalu diseleksi menggunakan 

metode Chi-Square dan Gini Index. Selanjutnya mencari 

kernel SVM terbaik antara liner, polynomial dan RBF. 

Dapat diambil kesimpulan bahwa, klasifikasi sentimen 

terhadap ulasan film menggunakan Support Vector 

Machine dengan seleksi fitur Gini Index dan kernel RBF 

terbukti dapat memberikan nilai akurasi tertinggi dengan 

memperoleh nilai F1-Score sebesar 89,2% dengan 

pengurangan fitur menjadi 5000 serta mampu mengurangi 

fitur sebanyak 23.935 dari total fitur 28.935, dibandingkan 

tanpa menggunakan seleksi fitur yang hanya memperoleh 

hasil F1-Score sebesar 84,63%.  

Beberapa saran yang dapat dilakukan untuk penelitian 

selanjutnya adalah menggunakan berbagai metode 

ekstraksi fitur selain TF-IDF, dikarenakan penggunaan 

ekstraksi fitur dapat memberikan pengaruh dalam 

peningkatan akurasi dari metode klasifikasi yang dipakai. 

Serta menggunakan metode klasifikasi lainnya selain SVM. 
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