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Anomalieerkennung 
bei der Li-Ionen-Zellkontaktierung
Innovative Anomalieerkennung im Laserschweißen: Eine Pipeline basierend 
auf der Analyse von Strahlungsemissionen und maschinellem Lernen

Die vorliegende Studie untersucht die KI-basierte Anomalieerkennung 
beim Kontaktierprozess von Li-Ionen-Batterieelektroden. Zur Datenge-
nerierung wurden Schweißproben mit zwei gezielt eingebrachten De-
fekten hergestellt. Auf Basis der aufgezeichneten Strahlungsemissio-
nen können die Fehlertypen aus den Zeitreihendaten durch Merkmals-
extraktion und Clusterbildung voneinander unterschieden und gegen-
über den defektfreien Referenzproben erfolgreich abgegrenzt werden.
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Motivation

Im Kontext der globalen Aktivitäten für 
die Transformation zu einer nachhalti-
gen und umweltfreundlichen Zukunft 
spielen elektrische Energiespeicher wie 
Lithium-Ionen-Batterien (LIB) eine zent-
rale Rolle [1]. Als dominante Technologie 
im Kontext der Elektromobilität unter-
stützen sie maßgeblich den Übergang zu 
einer klimafreundlichen Mobilität [2]. 
Angesichts der steigenden Nachfrage 
nach elektrischen Energiespeichern ist 
die durch die Produktionsprozesse be-
dingte Produktqualität von besonderer 
Bedeutung, um die Sicherheit und die 
Performance von Batteriezellen zukünf-
tig weiter zu optimieren [3].

insbesondere durch den kontaktlosen 
Fügeprozess, der Kontaminationen ver-
meidet, sowie der Geometrieflexibilität, 
ein großes Potenzial bietet [7].

Um den Laserschweißprozess weiter zu 
optimieren bedarf es sorgfältiger Prozess-
überwachungen. Durch die Prozessüber-
wachung in Echtzeit sowie den Einsatz von 
Methoden des maschinellen Lernens kön-
nen im Rahmen der Qualitätssicherung die 
dabei anfallenden Messdaten zielgerichtet 
verarbeitet und ausgewertet werden. [8]

Im Fokus der vorliegenden Arbeit liegt 
die Vorstellung einer Datenverarbeitungs-
pipeline für die Analyse der beim Laser-
schweißen durch einen Laser Welding 
Monitor aufgezeichneten Strahlungsemis-
sionen. Das dadurch verfolgte Ziel ist die 
Erkennung von zwei gezielt eingebrach-
ten Fehlertypen. Dies trägt dazu bei, dass 
Fertigungsprozesse zukünftig effizienter, 
prozesssicherer und kosteneffektiver ge-
staltet werden können.

Stand der Forschung

Im Bereich der Qualitätssicherung von La-
serschweißverbindungen wurde der Ein-
satz von maschinellem Lernen sowie Sen-
sortechnologien zur Fehlererkennung und 
-vorhersage in verschiedenen Studien un-
tersucht. Der Ansatz von Zhang et al. 
(2019) [9] nutzt dazu einen auf einem 
konvolutionalen neuronalem Netz (CNN) 

Einer der kritischen Prozessschritte in 
der Produktion von LIB ist die zellinterne 
Kontaktierung, bei der die Stromsamm-
lertabs der Elektrodeneinzelblätter durch 
Ableiterbleche elektrisch verbunden wer-
den. Die derzeitigen Ultraschallschweiß-
verfahren, die in der Industrie als Stan-
dard gelten, weisen eine Reihe von Nach-
teilen auf [4]. Beispielsweise sind hier 
mechanische Beschädigungen, Rissbil-
dung, ein erhöhter Werkzeugverschleiß 
sowie eine benötigte beidseitige Zugäng-
lichkeit zu nennen [5, 6]. Diese Probleme 
verdeutlichen den Bedarf und die Rele-
vanz alternativer Produktionstechnolo-
gien. In diesem Kontext bietet das Laser-
schweißen eine vielversprechende Alter-
native, welche neben der hohen Präzision 

 Hinweis 
  Bei diesem Beitrag handelt es sich um einen von den Mitgliedern des ZWF-Advisory-Board  

wissenschaftlich begutachteten Fachaufsatz (Peer Review).

* Korrespondenzautor 
David Merz, M. Sc.; Institut für Produktionstechnik (wbk) des Karlsruher Instituts für Technologie 
(KIT); Kaiserstraße 12, Karlsruhe 7613; Tel.: +49 (0) 1523 9502608, E-Mail: david merz@kit.edu

 Weitere Autoren 
Eduard Gerlitz, M. Sc.; Institut für Produktionstechnik (wbk) des Karlsruher Instituts für  
Technologie (KIT) 
Jan-Philipp Kaiser, M. Sc.; Institut für Produktionstechnik (wbk) des Karlsruher Instituts für  
Technologie (KIT) 
Prof. Dr.-Ing Jürgen Fleischer; Institut für Produktionstechnik (wbk) des Karlsruher Instituts für 
Technologie (KIT)



791

LASERSCHWEISSEN

Jahrg. 118 (2023) 11

tungsprozess entwickelt, um die Zeitrei-
hen der LWM-Schweißungen effektiv zu 
analysieren. Jede Schweißung wird in ei-
ner separaten csv-Datei dokumentiert. 
Der Ablauf der implementierten Auswer-
tungspipeline ist in Bild 2 dargestellt 
wird nachfolgend detailliert erläutert:

Datenvorverarbeitung
Die Zeitreihendaten werden bearbeitet, in-
dem Start- und Endflanken zugeschnitten 
werden. Hierbei wird als Startpunkt das 
Überschreiten einer vordefinierten Laser-
leistung definiert, während der Endpunkt 
durch Berücksichtigung der Abtastrate, 
Vorschubgeschwindigkeit und Schweiß-
nahtlänge festgelegt wird.

Merkmalsextraktion
Die Extraktion statistischer Merkmale er-
folgt durch die Anwendung der Python-
Bibliothek tsfresh [12]. Dabei werden 
Merkmale aus den Daten generiert, die 
sowohl den Zeitbereich als auch den Fre-
quenzbereich, auf Basis von Fourier-
Transformationen, abdecken.

Signifikanzanalyse und Merkmalsaus-
wahl
Nach erfolgter Merkmalsextraktion wird 
eine Signifikanzanalyse durchgeführt. 
Hierbei werden Hypothesentests für je-
des extrahierte Merkmal durchgeführt, 
um deren Unabhängigkeit von der Ziel-
variable zu evaluieren. Die Benjamini-Ye-
kutieli-Korrektur kontrolliert die Falsch-
erkennungsrate (engl. False Discovery 
Rate – FDR) und passt den Signifikanz-
schwellenwert entsprechend an. Nicht 

technik GmbH durchgeführt. Dieses Sys-
tem verfügt über einen Scheibenlaser im 
grünen Wellenlängenbereich (515 nm). 
Zur Untersuchung des anodenseitigen Kon-
taktierungsprozesses wurde ein 300 µm di-
ckes Ableiterblech mit einem aus 40 Kup-
ferfolieneinzellagen (Folienstärke jeweils 
10 µm) bestehenden Stapels thermisch 
gefügt. Wie in Grabmann et al. [6] be-
schrieben ist der Schweißaufbau derart 
gestaltet, dass die zu kontaktierenden Ab-
leiterfolien durch eine spezielle Spann-
vorrichtung auf dem Ableiterblech fixiert 
werden. Dabei wird der Laserstrahl auf 
die jeweils oberste Folienebene fokus-
siert, um alle darunter liegenden Folien 
mit dem Ableiterblech durch den geziel-
ten Aufschmelzvorgang zu verbinden.

Zur Überwachung des Schweißvor-
gangs wurde ein Laser Welding Monitor 
(LWM) der Firma Precitec GmbH & Co. KG 
eingesetzt, der über drei Fotodioden zur 
Aufzeichnung der Strahlungsemissionen 
verfügt. Dadurch können die Strahlungs-
emissionen in spezifischen Wellenlän-
genbereichen erfasst werden, auf Basis 
dessen die Analyse von Plasma, Tempe-
ratur und Rückreflexsignalen ermöglicht 
wird. Die erfassten Daten werden mit ei-
ner Abtastrate von 50 kHz in Form einer 
csv-Datei gespeichert. Im Rahmen der 
durchgeführten Untersuchungen wurden 
in Summe 36 Schweißversuche durchge-
führt. Der dabei verwendete Prozessauf-
bau ist in Bild 1 schematisch dargestellt. 

Während die Mehrheit der Schweißun-
gen unter standardisierten Bedingungen 
stattfand, wurden die Schweißungen 
Nr. 21 sowie 31 bis 33 unter der gezielten 
Einbringung von Fehlertyp 1 durchge-
führt. Bei den durchgeführten Schweiß-
versuchen Nr. 34–36 erfolgte als Fehler-
typ 2 eine gezielte Einbringung von Feh-
lertyp 2. Die Schweißergebnisse wurden 
anschließend mit den drei Labels „Refe-
renz“, „Fehlertyp 1“ und „Fehlertyp 2“ 
klassifiziert. Darauf aufbauend war das 
Ziel der vorliegenden Untersuchungen die 
Entwicklung einer Pipeline zur präzisen 
Fehlerdetektion, welche in zukünftigen 
Arbeiten auch auf weitere Anwendungsfäl-
le übertragen werden kann.

Datenverarbeitungspipeline

Im Rahmen der durchgeführten Arbeiten 
wurde ein strukturierter Datenverarbei-

basierenden Deep-Learning-Algorithmus. 
Dieser verwendet Daten eines Multi-Sensor-
Systems, darunter ein Hilfsbeleuchtungs-
Bildsensor-System, UVV-Band-Bildsenso-
ren, Fotodioden sowie ein Spektrometer. 
Das Modell zeigt eine höhere Genauigkeit 
im Vergleich zu herkömmlichen Methoden 
des neuronalen Netzwerks mit Rückpropa-
gation, insbesondere bei der Fehlererken-
nung während des Schweißens mit Hoch-
leistungsscheibenlasern. Knaak et al. [10] 
verwendet Methoden des maschinellen Ler-
nens zur Analyse von Bilddaten aus zwei 
verschiedenen Sensortypen. Durch die 
Transformation der Bilddaten mittels 
Hauptkomponentenanalyse und anschlie-
ßender Extraktion der geometrischen 
Merkmale konnten Schweißfehler mit einer 
Genauigkeit von 99,9 Prozent identifiziert 
werden. Weiterhin evaluiert die Studie von 
Will et al. [11] den tsfresh-Algorithmus zur 
Detektion von Schweißspritzern. Die geziel-
te Anpassung von Prozessparametern in 
Kombination mit optischer Kohärenztomo-
graphie ermöglicht eine präzise Annotation 
von Schweißergebnissen, die zur effektiven 
Klassifizierung durch den tsfresh-Algorith-
mus eingesetzt werden kann.

Trotz der aufgezeigten Forschungsar-
beiten im Bereich der Qualitätssicherung 
von Laserschweißverbindungen besteht 
eine Lücke im aktuellen Stand der For-
schung. Die systematische Untersuchung 
der gezielten Einbringung von Fehlern in 
dieser Schweißanordnung und deren 
nachfolgender Detektion mithilfe von 
Clusteralgorithmen wurde nicht unter-
sucht. Diese spezielle Schweißkonfigura-
tion weist durch die vielen Kupferfolien, 
die aufgeschmolzen und verbunden wer-
den müssen, eine erhöhte Fehleranfällig-
keit auf, was zu einer besonderen Rele-
vanz der Überwachung des Laserschweiß-
verfahrens beiträgt. Die Extraktion signi-
fikanter Merkmale im Anwendungskon-
text der Schweißprozessüberwachung 
trägt einen wesentlichen Beitrag zur Ver-
tiefung des Verständnisses über Fehler-
dynamik und -detektion bei.

Versuchsaufbau 
und Durchführung

Im Rahmen der experimentellen Untersu-
chungen wurden Schweißversuche mit-
hilfe eines TruDisk 1020 Lasersystems 
der Firma TRUMPF Laser- und System-

Bild 1. Schweißaufbau der Referenz schweißung 
mit Seitenansicht (oben) und der Draufsicht 
(unten)
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se Merkmale werden nachfolgend detail-
lierter vorgestellt und in Bild 3 gegenein-
ander visualisiert.

Merkmal 1: CID_CE – Merkmal aus 
dem Rückreflexsignal
Dieses Merkmal repräsentiert die Kom-
plexitätsschätzung (engl. Complexity Es-
timate – CE) einer Zeitreihe. Es quantifi-
ziert die Komplexität durch Berechnung 
der quadratischen Abweichungen zwi-
schen zwei aufeinanderfolgenden Werten 
einer Zeitreihe X mit n Datenpunkten 
nach der folgenden Formel:

𝐶𝐶𝐶𝐶𝐶𝐶_𝐶𝐶𝐶𝐶(𝑋𝑋) = *+ (𝑥𝑥-./ − 𝑥𝑥-)1
23/

-4/
 

Dieses Maß veranschaulicht die Rauheit 
der Zeitreihe und wird im Kontext der 
Complexity-Invariant Distance (CID) von 
Batista et al. [15] detailliert vorgestellt.

Merkmal 2: Wölbung des Fourier-
Transformierten Temperatursignals
Die Wölbung beschreibt die Form der 
Frequenzverteilung eines Signals. Eine 
hohe Wölbung kennzeichnet eine kon-
zentrierte Frequenzverteilung, wohinge-
gen eine geringe Wölbung auf eine brei-
tere Frequenzverteilung hinweist.

Merkmal 3: 10 %-Quantil des Tempera-
tursignals
Dieses statistische Maß gibt den Wert an, 
unterhalb dessen genau 10 Prozent der 
Datenpunkte einer sortierten Reihe lie-
gen. Es dient als Schwellwert zwischen 
den untersten 10 Prozent der Datenpunk-
te und den restlichen 90 Prozent.

satz für die Analyse von Schweißdaten 
dar, der besonders auf die Merkmalsex-
traktion und -selektion abzielt, um einer-
seits die erforderliche Qualität zu ge-
währleisten und andererseits die Heraus-
forderungen der Analyse umfangreicher 
Merkmalsdaten zu bewältigen. Die Viel-
seitigkeit, Adaptierbarkeit und Übertrag-
barkeit des vorgestellten Ansatzes auf 
diverse Fehlerausprägungen, sowohl im 
Kontext von Laserschweißverbindungen 
als auch anderen Einsatzszenarien, ist 
dabei besonders hervorzuheben.

Ergebnisse

Basierend auf den vom LWM erfassten 
Plasma-, Rückreflex- und Temperatursig-
nalen konnten im Rahmen der durchge-
führten Untersuchungen 36 signifikante 
Merkmale identifiziert werden. Eine de-
taillierte Analyse dieser Merkmale hat 
drei Merkmale hervorgehoben, welche 
eine besonders effiziente Trennung der 
untersuchten Gruppen ermöglichen. Die-

signifikante Merkmale werden im Zuge 
dieses Prozesses verworfen [12]. Zudem 
werden die signifikanten Merkmale gra-
fisch aufgetragen, um eine visuelle Beur-
teilung von deren Trennfähigkeit durch-
zuführen.

Clustering und Bewertung
Die ausgewählten Merkmale werden für 
das Clustering mittels DBSCAN-Algorith-
mus verwendet. Als dichtebasierter Algo-
rithmus kann DBSCAN-Cluster beliebi-
ger Form identifizieren und benötigt 
dazu keine Vorgabe zur Clusteranzahl 
[13]. Zur Bewertung der Clusterergebnis-
se wird der Adjusted Rand Index (ARI) 
herangezogen. Dieser ermittelt die Ähn-
lichkeit zwischen wahren Clustern und 
den vom Clustering-Algorithmus identi-
fizierten Clustern. Dabei kann der ARI 
einen Wertebereich von -1 (schlechte 
Übereinstimmung) bis 1 (perfekte Über-
einstimmung) einnehmen [14].
Die beschriebene Datenverarbeitungs-
pipeline stellt einen systematischen An-

Bild 2. Ablauf der  
entwickelten Daten-
verarbeitungspipeline

Bild 3. Veranschau-
lichung Effekt der  
Merkmale
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Die Betrachtung der in Bild 3 darge-
stellten Visualisierungen zeigt, dass ins-
besondere die Merkmale 1 und 3 wesent-
liche Unterscheidungskriterien zwischen 
fehlerhaften Proben und Referenzproben 
bieten. Für die Unterscheidung von Pro-
ben mit Fehlertyp 2 von den restlichen 
Proben ist vor allem das Merkmal 2 ent-
scheidend.

Wie Bild 4 veranschaulicht, werden 
unter Anwendung eines 3D-DBSCAN auf 
das dreidimensionale Merkmalsset die 
identifizierten Cluster klar voneinander 
getrennt und durch den Algorithmus kor-
rekt klassifiziert. Der zugehörige ARI be-
trägt 1, was einer optimalen Clusterung 
entspricht. Dank der Flexibilität des ge-
wählten Ansatzes ist es möglich, zusätz-
lich zu DBSCAN auch die Clusteralgorith-
men wie beispielsweise agglomeratives 
hierarchisches Clustering sowie Gaussian 
Mixture zu evaluieren. Mit den ausge-
wählten Merkmalen konnten beide Algo-
rithmen die gleichen Ergebnisse erzielen.

Die dargelegten Ergebnisse der Unter-
suchungen betonen die Bedeutung selek-
tierter Merkmale im vorliegenden Kon-
text und belegen die Effizienz des ver-
wendeten Clusteransatzes für die Pro-
benklassifizierung.

Zusammenfassung 
und Ausblick

In dieser Arbeit wurde die zunehmende 
Bedeutung des Laserschweißprozesses für 
die zellinterne Kontaktierung von Batte-
riezellen dargelegt. Dieser Prozess stellt 
einen zentralen Schritt in der Batteriepro-
duktion dar, weshalb die korrekte Inter-
pretation der aus den Strahlungsemissio-
nen erfassten Signale und die effektive 
Identifizierung von Fehlern von zentraler 
Bedeutung sind. In diesem Kontext bieten 
maschinelle Lernverfahren einen vielver-
sprechenden Lösungsansatz. 

Der Hauptfokus dieser Arbeit war die 
Entwicklung und Implementierung einer 
Pipeline zur Analyse von Zeitreihenda-
ten aus den Strahlungsemissionen, er-
fasst durch drei Fotodioden. Diese Pipe-
line zielt darauf ab, beispielhaft einge-
brachte Fehler zu identifizieren und die-
se anschließend zu differenzieren. Die 
Verarbeitungsschritte umfassen die Da-
tenbereinigung, die Extraktion und Aus-
wahl relevanter Merkmale, das Cluste-

ring mittels DBSCAN sowie eine an-
schließende Validierung. Experimentell 
konnten bei insgesamt 36 Schweißungen 
zwei verschiedene Fehlertypen in sieben 
Schweißnähte eingebracht werden. Die 
Auswertung zeigt, dass durch die aufge-
baute Pipeline signifikante Merkmale 
aus den Daten erfolgreich extrahiert 
werden konnten. Zusätzlich zeigten die 
Ergebnisse eine hundertprozentige Feh-
lererkennungsrate mit dem DBSCAN-Al-
gorithmus, was einem ARI von eins ent-
spricht. 

Die vorliegenden Ergebnisse vermitteln 
erste Erkenntnisse über das Potenzial der 
entwickelten Datenverarbeitungspipeline 
in den untersuchten Laserschweißanwen-
dungen. Angesichts des begrenzten Um-
fangs der Datenbasis ist jedoch eine umfas-
sendere Evaluation erforderlich, um die 
Robustheit und Generalisierbarkeit der Er-
gebnisse sicherzustellen. Im Rahmen zu-
künftiger Forschungsaktivitäten gilt es, die 
Pipeline durch einen ausgedehnteren expe-
rimentellen Versuchsplan zu erweitern und 
zu validieren. Eine Diversifizierung und Er-
weiterung der Fehlerklassen könnten darü-
ber hinaus zu einer vertieften und differen-
zierteren Analyse beitragen. Zusätzlich 
wäre in zukünftigen Studien von Interesse, 
in welcher Form die Anwendbarkeit der 
vorgestellten Methode auch auf andere 
technologische Domänen gegeben ist.
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Abstract
Anomaly Detection in Li-ion cell Contacting – 
Innovative Anomaly Detection in Laser  
Welding: A Pipeline Based on Radiation 
Emission Analysis and Machine Learning. 
This study investigates AI-based anomaly  
detection in the contacting process of Li-ion 
battery electrodes. For data generation, weld 
samples with two intentionally introduced  
defects were produced. Based on the recorded 
radiation emissions, the defect types from the 
time series data can be distinguished from 
each other by feature extraction and clustering 
and successfully differentiated from the  
defect-free reference samples.
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