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RESUMO

Esta pesquisa foi realizada com base na compreensao da relevancia da relagao entre
musica e emog¢ao na vida humana, abrangendo desde o lazer até estudos cientificos.
Embora a organizagdo emocional da musica seja intrinseca a natureza humana, o
reconhecimento automatico de emogdes musicais enfrenta desafios, configurando-se
como um tema complexo na recuperacao de informacdes musicais. Nesse contexto,
o proposito central desta tese foi investigar se a adogao de abordagens multimodais,
envolvendo informagdes de diferentes fontes e arquiteturas de deep learning, pode
superar o desempenho das abordagens unimodais baseadas em algoritmos de
aprendizado de maquina. Essa indagacdo emergiu da caréncia de estratégias
multimodais na area e da perspectiva de melhoria nos resultados de classificagao
reportados em pesquisas correlatas. Com cinco objetivos especificos, esta pesquisa
abordou a identificacdo de um modelo cognitivo de emocgdes, definicdo de
modalidades, construcdo de bases de dados multimodais, comparacdao de
arquiteturas de deep learning e avaliagdo comparativa das abordagens multimodais
com abordagens unimodais utilizando algoritmos tradicionais de aprendizado de
maquina. A analise dos resultados demonstrou que as abordagens multimodais
alcancaram desempenho superior em diversos cenarios de classificacdo, comparadas
as estratégias unimodais. Tais resultados contribuem positivamente para a
compreensao da eficacia das abordagens multimodais e das arquiteturas de deep
learning no reconhecimento de emogdes em musicas. Adicionalmente, a pesquisa
ressalta a necessidade de atengcdo aos modelos emocionais e metadados em
plataformas online, visando evitar vieses e ruidos. Esta tese oferece contribuicbes
relevantes na area de reconhecimento de emogdes em musicas, particularmente no
desenvolvimento de bases de dados multimodais, avaliacdo de arquiteturas de deep
learning para problemas tabulares, protocolos de experimentos e abordagens voltadas
a cognicdo musical. A comparacao sistematica entre abordagens multimodais e
unimodais evidencia as vantagens das primeiras, incentivando novas pesquisas nesse
campo.

Palavras-chave: Musica. Emogdes. Deep learning. Aprendizado de maquina.
Abordagens multimodais.



ABSTRACT

This research was conducted based on the understanding of the significance of the
relationship between music and emotion in human life, spanning from leisure to
scientific studies. Although the emotional organization of music is intrinsic to human
nature, the automatic recognition of musical emotions faces challenges, manifesting
as a complex theme in the retrieval of musical information. Within this context, the
central purpose of this thesis was to investigate whether the adoption of multimodal
approaches, involving information from different sources and deep learning
architectures, can outperform unimodal approaches based on machine learning
algorithms. This inquiry arose from the lack of multimodal strategies in the field and the
prospect of improvement in classification results reported in related research. With five
specific objectives, this research addressed the identification of a cognitive model of
emotions, definition of modalities, construction of multimodal databases, comparison
of deep learning architectures, and comparative evaluation of multimodal approaches
with unimodal approaches using traditional machine learning algorithms. The analysis
of results demonstrated that multimodal approaches achieved superior performance in
various classification scenarios, compared to unimodal strategies. These findings
positively contribute to the understanding of the effectiveness of multimodal
approaches and deep learning architectures in the recognition of emotions in music.
Additionally, the research emphasizes the need for attention to emotional models and
metadata in online platforms, aiming to avoid biases and noise. This thesis offers
relevant contributions to the field of music emotion recognition, particularly in the
development of multimodal databases, evaluation of deep learning architectures for
tabular problems, experimental protocols, and approaches focused on musical
cognition. The systematic comparison between multimodal and unimodal approaches
highlights the advantages of the former, encouraging new research in this field.

Keywords: Music. Emotions. Deep learning. Machine learning. Multimodal
approaches.
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1 INTRODUGAO

A musica é parte da vida cotidiana (Cohrdes; Grolig; Schroeder, 2018;
Fuentes; Hagberg; Kjellberg, 2019; Lonsdale, 2019; Terry et al., 2020), e vai além das
atividades de lazer (Yadati et al., 2017; Mélo; Andrade, 2020), apresentando-se como
um complexo recurso para o Marketing (Stewart; Koh, 2017) e um fator de interesse
para estudos cientificos sobre transtornos mentais (Cho, 2018; Mcferran et al., 2018),
por exemplo.

Pode-se dizer que a musica ocorre em todas as culturas conhecidas (Juslin,
2019), e acompanha o ser humano desde o inicio da sua vida (Cohrdes; Grolig;
Schroeder, 2018; Juslin, 2019); é parte importante em celebragcbes ao longo dos anos,
como cerimbnias de iniciagdo e casamentos (Terry et al., 2020); e permanece
presente até o final da vida (Juslin, 2019), quando assume um papel importante no
processo de luto, preenchendo lacunas psicossociais e espirituais (Viper; Thyrén;
Horwitz, 2020).

Com o surgimento dos servigos de streaming como Spotify, Pandora ou Apple
Music (Schedl et al. 2018; Joseph; Lekamge, 2019), observa-se uma mudanca
completa na forma de se ouvir musica (Fabio et al., 2019), em que milhdes de musicas
podem ser acessadas (Schedl et al. 2018; Joseph; Lekamge, 2019), transformando a
musica em um elemento onipresente (Joseph; Lekamge, 2019; Rajesh; Nalini, 2020).
Nesse cenario, a audicdo de cancbes € realizada em diferentes meios, como
dispositivos moéveis, estagcbes de radio e sistemas de recomendagéo (Cheng et al.,
2017; Rajesh; Nalini, 2020).

No entanto, o aumento na disponibilidade de musica dificulta a escolha do que
0 usuario ira ouvir (Joseph; Lekamge, 2019; Yu et al., 2020; Mélo; Andrade, 2020) e,
nesse contexto, mecanismos destinados a recuperacdo de informagdes musicais
(Crayencour; Cella, 2019; Russo et al., 2020) passaram a utilizar modalidades como
emogao, género musical e letras nas estratégias de pesquisa (Sarkar et al., 2019; Liu;
Than, 2020).

Todavia, se por um lado ha esforgos consideraveis no quanto as estratégias
baseadas no género musical (Sarkar et al., 2019; Yu et al., 2020), por exemplo; por
outro, em caracteristicas como a emog&o, € necessaria uma investigagdo mais
profunda (Fabio et al., 2019; Sarkar et al., 2019), pois, embora existam aplicagbes

baseadas em emocgdes, estas tendem a ser elaboradas manualmente (Hult et al.,
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2020), ou seja, 0 processo para novos recursos é dependente do trabalho de um ser
humano.

A elaboragao manual, porém, ndo é produtiva, seja por conta da quantidade
de musicas disponivel digitalmente (Sarkar et al., 2019; Hult et al., 2020; Xu et al.,
2020), do tempo empregado ou dos custos envolvidos (Russo et al., 2020). Somado
a essa questao, o desenvolvimento de estratégias para a recuperacgao de informagdes
musicais baseadas em emocdes justifica-se pela capacidade que a musica tem em
recuperar memorias vividas e emocionais de distintos periodos e eventos da vida
(Jakubowski; Ghosh, 2019).

Ademais, o impacto emocional desempenha um papel importante na musica
(Yang; Dong; Li, 2017; Zhang et al., 2018a), sendo uma das principais razdes para o
ser humano ouvir musica (Juslin, 2019; Rajesh; Nalini, 2020). Quando comparada a
outros materiais, a musica pode induzir uma experiéncia emocional mais profunda e
duradoura (Bo et al., 2020), capaz de despertar diferentes tipos de emocodes
(Balasubramanian et al., 2018; Rajesh; Nalini, 2020).

Para mais, visualiza-se que a musica € capaz de expressar e refletir a
emogcao do ouvinte (Deng, J. J. et al., 2015), permitindo, por exemplo, que este se
expresse por meio de sinais como sorrisos, risos, choros e o franzir das sobrancelhas
(Juslin, 2019). Para além, as emogdes evocadas pela musica provocam mudangas
nos principais componentes da emog¢ao, como sentimentos subjetivos, alteragdes
autondmicas e enddcrinas, expressdo motora de emocido e tendéncias de acao
(dancar, cantar, bater os pés, tocar um instrumento etc.) (Koelsch, 2014).

As aplicacdes desenvolvidas a partir da relacdo “musica-emoc¢ao” apresentam
contribuicdes para diversos campos: da musicoterapia a criacado de trilhas sonoras; da
saude ao marketing; além dos jogos eletronicos (Juslin, 2019), por exemplo. No ambito
profissional, musicos, criticos musicais, professores, produtores, enfermeiras,
engenheiros de som e psicoterapeutas estao entre aqueles que podem se beneficiar
(Juslin, 2019).

Com relagao as possiveis aplicagcbes baseadas no aspecto emocional de
cangoes, € possivel citar: a) sistemas de recomendacédo de musicas baseados em
comunidades de usuarios, criticos e musicos; b) gestdo de colegdes pessoais de
musica; c) geracao de playlists ou listas automaticas por meio de inteligéncia artificial,
e d) categorizagdo musical para fins de avaliagdo, consumo e critica musical (Huq;
Bello; Rowe, 2010; Villar; Lujan, 2020).
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1.1 ABORDAGEM DO PROBLEMA

A organizagao de musicas de acordo com o seu impacto emocional, apesar
de natural para os seres humanos, € uma tarefa dificil para um computador (Yang;
Dong; LI, 2017), devido aos desafios relacionados a variabilidade do conteudo musical
entre os géneros, ao contexto cultural dos ouvintes e a confiabilidade dos dados
utilizados (Fan et al., 2017).

Somado a esses fatores, o reconhecimento de emog¢des em musicas € uma
tematica interessante e desafiadora dentro da comunidade de recuperacdo de
informacédo musical (Music Information Retrieval (MIR)) (Fan et al., 2017; Rajesh;
Nalini, 2020), em razao da influéncia de fatores como, por exemplo, eventos
relacionados a experiéncia de vida do ouvinte (Deng, J. J. et al., 2015) e a falta de
total clareza a respeito de quais elementos da musica despertam emocodes especificas
nos ouvintes (Cho et al., 2016; Rajesh; Nalini, 2020).

Nesse sentido, as estratégias para reconhecer emog¢des em musicas tendem
a considerar apenas caracteristicas acusticas (Bhaskar; Sruthi; Nedungadi, 2015;
Aljanaki; Yang; Soleymani, 2017; Panwar et al., 2018). Muitas vezes, essas
caracteristicas assemelham-se as empregadas para classificagdo de género musical
(Murthy; Koolagudi, 2019), representando propriedades intrinsecas do audio musical
como o ritmo, o timbre e a melodia (Cornelis et al., 2010; Yang; Chen, 2012).

Todavia, elencar modalidades para representar o conteudo emocional de uma
musica € uma etapa “complicada”, pois a percepgcdo emocional de uma cang¢ao nao
se limita ao audio, uma vez que, letras (Shi; Feng, 2018; Simonetta; Ntalampiras;
Avanzini, 2019), acordes (CHO et al., 2016; GREER et al. 2019), partituras (Simonetta;
Ntalampiras; Avanzini, 2019), e informacgdes extramusicais (Wang et al., 2010), como
a biografia do artista, resenhas e capas de musicas e albuns (Kim et al., 2010;
Simonetta; Ntalampiras; Avanzini, 2019) também podem influenciar a percepg¢ao do
ouvinte.

Tendo em vista essa dificuldade, a multimodalidade' apresenta-se como
alternativa (Thammasan; Fukui; Numao, 2017), posto que se trata de uma abordagem

em que se trabalha com diferentes atributos de entrada, representando uma mesma

" Neste estudo, ressalta-se que o conceito empregado para multimodalidade consiste na
combinagdo de multiplas fontes de informagédo, denominadas aqui como modalidades. Maiores
detalhes sédo apresentados na secao do Referencial Tedrico.
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peca musical (Simonetta; Ntalampiras; Avanzini, 2019). Ao mesmo tempo, a
combinagao de modalidades tende a melhorar os resultados em comparagao ao uso
de apenas uma modalidade (Wang et al., 2010; Yang; Chen, 2012; Grekow, 2017).

Do mesmo modo, a combinagdo de fontes se justifica por conta de a
percepgdo da emogédo musical ser multidimensional (Yang; Chen, 2012), além da
prépria natureza multimodal da musica (Kim et al., 2019) enquanto forma de arte (Li
etal., 2019). Entretanto, apesar desses indicativos, considera-se um problema na area
de reconhecimento de emog¢des em musicas a falta de estratégias e conjuntos de
dados destinados ao estudo da multimodalidade da relagdo “musica-emogao” (Pesek
etal., 2017).

Referente aos métodos empregados na construcdo de modelos de
reconhecimento de emogdes em musicas, costuma-se recorrer aos algoritmos de
aprendizado de maquina (machine learning), como Support Vector Machine (SVM), k-
Nearest Neighbors (k-NN), Bayesian Network (BN), Gaussian Mixture Models (GMM),
Naive Bayes (NB), modelos baseados em arvores de decisdo e redes neurais
(Kaminskas; Ricci, 2012; Yang; Chen, 2012; Yang; Dong; Li, 2017; Joseph; Lekamge,
2019).

Contudo, a partir do desenvolvimento dos métodos de aprendizado profundo
(deep learning), uma melhora nos resultados das classificagbes pdde ser observada
(Yang; Dong; Li, 2017). Além disso, esses métodos passaram a ser empregados em
areas correlatas, como processamento de voz e reconhecimento de fala (Yang; Dong;
Li, 2017; Hossain; Muhammad, 2019; Sarkar et al., 2019), classificagédo de géneros
musicais (PANWAR et al., 2017), sistemas de recomendacédo de musicas (Schedl,
2019), geragao de musicas (Briot; Pachet, 2018) e reconhecimento de emogdes em
videoclipes (Pandeya; Lee, 2020).

No campo do reconhecimento de emog¢des em musicas, estudos como os de
Schmidt e Kim (2011), Li, J. et al. (2015) e Thammasan, Fukui e Numao (2016) foram
construidos a partir do uso de deep learning. Nestes estudos, os autores empregaram
uma arquitetura denominada Deep Belief Network (DBN) para o reconhecimento de
emogdes em musicas por meio de caracteristicas acusticas (Schmidt; Kim, 2011),
letras (LI, J. et al., 2015) e de eletroencefalografia (EEG) (Thammasan; Fukui; Numao,
2016).

Além dessa, arquiteturas como Deep Gaussian Process (DGPs) (Chen, S. H.

et al., 2015), Bidirectional Convolutional Recurrent Sparse Network (BCRSN) (Dong
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et al., 2019), Convolutional Neural Network (CNN) (Malik et al., 2017; Sarkar et al.,
2019; Xie; Kim; Park, 2020), Recurrent Neural Networks (RNN) (Malik et al., 2017) e
estratégias ndo supervisionadas como Auto Enconder (AE) e Restricted Boltzmann
Machine (RBM) também foram consideradas para o problema em questdo (Zhou;
Chen; Yang, 2019).

No entanto, mesmo que os métodos de deep learning tenham despertado a
atencao dos pesquisadores e provocado avangos em campos como processamento
de imagens (Bayle; Robine; Hanna, 2018) e de linguagem (Cheah et al., 2019), no
tocante a musica, o uso desses métodos pode ser considerado em fase inicial (Bayle;
Robine; Hanna, 2018; Briot; Pachet, 2018), devido, por exemplo, a falta de um grande
conjunto de dados musicais que possibilite a aplicagcao desses (Bayle; Robine; Hanna,
2018) e a indefinigdo de quais arquiteturas de deep learning empregar (Purwins et al.,
2019).

Assim sendo, visualiza-se como uma oportunidade de pesquisa na area de
reconhecimento de emog¢gdes em musicas, a construcdo de estudos a partir de
diferentes arquiteturas de deep learning. Outrossim, a falta de estudos considerando
o uso de multiplas fontes de informagao (multimodalidade) também se manifesta como
uma questao pouco explorada. Desse modo, a partir da unido desses topicos, a
pergunta norteadora deste estudo é: para o reconhecimento de emogdes em
musicas, abordagens multimodais, somadas ao uso de arquiteturas de deep
learning, sao capazes de superar o desempenho de classificagdo de abordagens

unimodais e construidas a partir de algoritmos de aprendizado de maquina2?

1.2 OBJETIVOS

Para responder a pergunta norteadora desta proposta, definiu-se um objetivo

geral e cinco objetivos especificos, conforme elencado na sequéncia.

2 Para este estudo, a separagdo entre algoritmos de aprendizado de maquina e arquiteturas de deep
learning justifica-se pela diferenga fundamental em suas abordagens: os algoritmos de aprendizado de
magquina “tradicionais” — também denominados como rasos - dependem de recursos cuidadosamente
projetados, enquanto as arquiteturas de deep learning tém a capacidade de aprender representagoes
de alto nivel diretamente dos dados brutos, tornando-as mais adequadas para tarefas de
reconhecimento de padrdes complexos em larga escala.
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1.2.1 Objetivo geral

Investigar se a adogédo de abordagens multimodais e arquiteturas de deep
learning é capaz de superar o desempenho de classificagdo obtido por abordagens

unimodais, construidas com o emprego de algoritmos de aprendizado de maquina.

1.2.2 Objetivos especificos

Os seguintes objetivos especificos foram estabelecidos para esta pesquisa:

a) identificar o modelo de emogdes a ser utilizado;

b) identificar quais modalidades empregar para o reconhecimento de
emoc¢des em musicas;

c) construir uma base multimodal composta por caracteristicas
relacionadas as modalidades identificadas;

d) comparar diferentes arquiteturas de deep learning para o
reconhecimento de emocdes na base elaborada;

e) comparar o desempenho de classificagdo obtido com as abordagens
multimodais desenvolvidas com o desempenho proporcionado por
abordagens unimodais, construidas a partir de algoritmos de aprendizado de

maquina.

1.3 JUSTIFICATIVA

Diante da necessidade de se encontrar trabalhos com estratégia multimodal
para o reconhecimento de emog¢des em musicas, realizou-se uma revisao integrativa
da literatura (Aldrighi et al., 2016; Shishehgar et al., 2017), considerando a
recomendacgao Preferred Reporting Items for Systematic Review (PRISMA) (Moher et
al., 2009). Para isto, utilizou-se a estratégia de busca listada na TABELA 1.
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TABELA 1 - ESTRATEGIA DE BUSCA ADOTADA

Expressao Base Campos Quantidade
Dimensions Titulo e resumo 17
IEEE Xplore - 6
((“multimodal’ OR “multi-modal’ OR "multifactor" Science
OR "multi-factor") AND (“music emotion Direct - 10
recognition” OR “music emotion classification”
OR “music mood recognition” OR “music mood S Titulo, Resumo, 28
classification”)) copus Palavras-chave
Titulo, Resumo,
Web of Palavras-chave do 13
Science autor e Keywords
Plus
Total 74

FONTE: O autor (2020).

A busca apresentada na TABELA 1 foi conduzida no dia 30 de novembro de
2020, e possibilitou a recuperagao de 74 documentos. Quanto a exclusao de registros,
a partir da leitura dos titulos, resumos e palavras-chave desses registros, os seguintes
critérios de exclusao foram adotados: a) registros duplicados (18); b) registros de
eventos inteiros, sem trabalhos relacionados ao tema de pesquisa (cinco); c) trabalhos
que nao abordavam o reconhecimento de emogdes em musicas (30); d) estratégias
com uma fonte de informagao (audio, letras, imagens etc.) (um); e e) estratégias
bimodais (audio e letras; dudio e imagens; letras e acordes etc.) (17). Sendo assim,
estes registros foram eliminados, restando trés trabalhos para analise completa do
texto.

Para complementar a revisdo conduzida, cinco trabalhos foram acrescentados
apos pesquisa no Google Scholar, na Biblioteca Digital Brasileira de Teses e
Dissertacbes (BDTD) e na Networked Digital Library of Theses and Dissertations
(NDLTD), totalizando oito estudos multimodais para analise completa.

O primeiro estudo analisado foi desenvolvido por Lu et. al (2010), no qual os
autores utilizaram caracteristicas provenientes do audio, das letras e de arquivos do
tipo Musical Instrument Digital Interface (MIDI). Neste estudo, 500 can¢des de musica
pop chinesa foram consideradas, com a associagao destas as emocgdes conduzida
por oito participantes, de acordo com o modelo de valéncia e excitagao proposto por

Thayer (1989). Para a classificacdo, este modelo foi dividido em quatro classes: a)
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“feliz”; b) “triste”; c) “raiva” e d) “relaxante”, e os algoritmos AdaBoost e SVM foram
empregados.

O segundo trabalho recuperado foi elaborado por Zhao, Yang e Chen (2010).
Neste estudo, os autores utilizaram trés modalidades (audio, letras e MIDI)
relacionadas a 981 musicas chinesas, dividas em uma variagdo do modelo
dimensional proposto por Russell (1980), com as seguintes classes: a) “alegria”; b)
‘contentamento”; ¢) “raiva”; e d) “depressao”. Como métodos de classificagdo, os
autores utilizaram os algoritmos SVM, NB e J48.

O terceiro trabalho correspondeu ao estudo de Schuller, Weninger e Dorfner
(2011), cuja abordagem baseou-se no uso de quatro modalidades (audio, letras,
acordes e metadados). Neste estudo, 2.648 musicas de diferentes estilos foram
utilizadas, e o algoritmo REPtree empregado para estimar os valores de valéncia e
excitacdo (RUSSELL, 1980) destas musicas.

Na busca direta no Google Scholar, dois trabalhos foram recuperados: a)
Schuller et al., (2010); e b) Schuller, Dorfner e Rigoll (2010). No estudo de Schuller et
al. (2010), 195 cangdes de varios estilos musicais foram representadas por quatro
modalidades (audio, letras, acordes e género musical) e o algoritmo SVM foi
empregado para a tarefa de classificagao.

Entretanto, os autores ndo conseguiram encontrar a totalidade de acordes
para 30,00% dos registros. Desta forma, esta modalidade foi descartada e
considerada como incremento para a obtencdo de recursos tonais (audio). Como
modelo emocional, Schuller et al. (2010) optaram por dois modelos: a) valéncia e
excitagao (Thayer, 1989); e b) lista de adjetivos proposta por Hevner (1936).

O estudo de Schuller, Dorfner e Rigoll (2010) consistiu em um experimento
multimodal (audio, acordes, letras e metadados) com 2.648 cangbes de diferentes
estilos, distribuidas de acordo com as suas posi¢des no modelo de valéncia e
excitacdo, considerando duas estratégias: a) cinco (-2, -1, 0, 1, 2); e b) trés classes (-
1, 0, 1). Como algoritmos, os seguintes foram utilizados pelos autores: a) SVM; b)
Random Forest (RF); c) BN; e d) k-NN.

Em termos de teses e dissertagdes, encontrou-se uma dissertacdo na BDTD,
cujo objetivo foi classificar automaticamente emog¢des em musicas latinas,
considerando trés fontes de informacgao (audio, letras e cifras) (Przybysz, 2016). Neste
estudo, o autor construiu uma base multimodal composta por musicas latinas, a partir

de uma base ja existente (Santos; Silla JR., 2015), cuja associagdo das musicas as



29

emogdes foi elaborada por um musico profissional brasileiro, com os rétulos “alegria”,

“amor”, “decepcao”, “entusiasmo”, “paixao” e “tristeza”. Além destes rétulos, uma
classificagao com trés classes (negativa; neutra; positiva) foi realizada.

Ademais, em sua dissertagéo, Przybysz (2016) elencou trabalhos correlatos
ao tema, em que constatou a predominancia de estudos com uma modalidade (audio;
letras; informacgdes culturais etc.) e abordagens bimodais (audio e imagens; audio e
letras). Dos trabalhos analisados, apenas Panda et al. (2013) conduziram uma
abordagem multimodal (audio, letras e MIDI).

No estudo conduzido por Panda et al. (2013), os autores utilizaram uma base
de dados com a taxonomia de emocgodes formulada pela Music Information Retrieval
Evaluation eXchange (MIREX), que consiste em cinco clusters com diversos rétulos
emocionais. Sobre os métodos de classificagdo, os seguintes foram adotados: a)
SVM; b) k-NN; c) C4.5; e d) NB.

Para a pesquisa na NDLTD, dois registros baseados em multimodalidade
foram recuperados: a) a dissertacdao elaborada por Przybysz (2016); e b) a tese
desenvolvida por Imbrasaite (2015). No tocante a esta tese, trata-se de um estudo
realizado na Universidade de Cambridge que utilizou caracteristicas relacionadas a
voz, ao audio e as letras.

O conjunto de dados usado neste estudo continha 186 musicas, considerando
os valores de valéncia e excitagdo. Quanto aos métodos empregados pela
pesquisadora, a pesquisa foi conduzida a partir dos seguintes algoritmos de
regressao: a) Support Vector Regression (SVR); e b) Continuous Conditional Neural
Fields (CCNF) (Imbrasaite, 2015).

Aprofundando a discussdo dos estudos multimodais, verifica-se que os
resultados para a busca de registros nas bases de dados e nas demais fontes
apresentaram a predominancia de estratégias com uma unica fonte - geralmente o
audio - e estratégias bimodais, o que vai ao encontro de resultados obtidos em outros
estudos, como os trabalhos de Yang, Dong e Li (2017), Panda (2019) e Joseph e
Lekamge (2019).

Yang, Dong e Li (2017) conduziram uma revisdo de literatura sobre
reconhecimento de emogdes em musicas com trabalhos publicados entre 2003 e
2017, em que constataram que, dos 27 registros estudados, apenas o elaborado por
Hu e Yang (2014) utilizava mais de uma modalidade (audio e video) (Yang; Dong; Li,

2017). Joseph e Lekamge (2019), em uma revisdo sistematica da literatura,
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analisaram 14 trabalhos relacionados ao reconhecimento de emogdes em musicas e
constataram que apenas caracteristicas acusticas como intensidade, ritmo, harmonia,
melodia e timbre foram consideradas nestes estudos.

Panda (2019), em sua tese, compilou 64 estudos sobre reconhecimento de
emocoes em musicas elaborados entre 1998 e 2018, dos quais apenas o estudo de
Panda et al. (2013) - o mesmo presente em Przybysz (2016) - foi elaborado a partir
de uma abordagem multimodal.

Finalmente, a sintese dos trabalhos que adotaram multiplas fontes é

apresentada no QUADRO 1.

QUADRO 1 - SINTESE DOS TRABALHOS IDENTIFICADOS COM ABORDAGEM MULTIMODAL
PARA O RECONHECIMENTO DE EMOCOES EM MUSICAS

(continua)
Autores Pais Modalidades Registros Emocgdes Métodos
Imbrasaite Inalaterra Voz, audio e 186 musicas Valéncia e SVR e
(2015) 9 ' letras. ' excitacao. CCNF.
) 500 cancdes Feliz, triste, raiva e
Lu et al. China Audio, letras e de musicg o relaxante AdaBoost e
(2010) : MIDI. 1Sica pop (THAYER, SVM.
chinesa.
1989).
A . SVM, k-
Panda et al. Audio, letras e . Cinco clusters y
(2013) Portugal. MIDL. 193 musicas. (MIREX) NN,NC;.5 e
Seis emogdes:
alegria; amor;
decepcao;
Przybysz Brasil Audio, letras e 784 musicas entus;e}[firsrl[g;zgalxao SVM, k-NN
(2016) ' cifras. latinas. ' e J48.
Trés emogdes:
positiva, neutra e
negativa.
~ Valéncia e
Schuller, Audio; letras; 2'648. cangoes excitagao, com
de diferentes . SVM, RF,
Dorfner e Alemanha. acordes e aneros cinco (-2,-1,0, 1, 2) BN e k-NN
Rigoll (2010) metadados. genero e trés classes (-1, ’
musicais. 0, 1)
FONTE: O autor (2020).
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QUADRO 1 - SINTESE DOS TRABALHOS IDENTIFICADOS COM ABORDAGEM MULTIMODAL
PARA O RECONHECIMENTO DE EMOGOES EM MUSICAS

(conclusao)

Autores Pais Modalidades Registros Emocgodes Métodos
Audio. letras 195 de Valéncia e excitagao
Schuller et ’ ’ diferentes (THAYER,
Alemanha. acordes e N SVM.
al. (2010) género musical géneros 1989).
' musicais. Hevner (1936)
Schuller, Audio: letras: 2.648 cancgoes
Weninger e Alemanha acor,des e ’ de diferentes | Valéncia e excitagéo REPTree
Dorfner ' metadados géneros (RUSSELL, 1980). '
(2011) ' musicais.
Alegria,
Zhea%h\;ng China Audio, letras e 981 cangoes contentamento, raiva | SVM; NB
(2010) ' MIDI. chinesas e depressao e J48.
(RUSSELL, 1980).

FONTE: O autor (2020).

Visualiza-se no QUADRO 1 que o maior numero de modalidades empregadas
simultaneamente foi igual a quatro (Schuller et al. 2010; Schuller; Dorfner; Rigoll, 2010;
Schuller; Weninger; Dofner, 2011). Entretanto, sete diferentes modalidades foram
apresentadas (acordes, audio, género musical, letras, metadados, MIDI e voz).
Ademais, apenas um trabalho considerou separar a voz da parte instrumental para a
extracdo de caracteristicas (Imbrasaite, 2015).

No ambito social, este estudo pode contribuir, por exemplo, com a
Musicoterapia no tocante ao tratamento de possiveis disturbios emocionais e a
melhoria de desempenho e bem-estar de individuos saudaveis (Huq; Bello; Rowe,
2010). Além disso, pesquisadores que se esforcam no uso da relagdo “musica-
emogao” para estudar disturbios como deméncia (Baird; Samson, 2015), depresséao
(Garrido; Schubert, 2015), Alzheimer (Ratovohery et al., 2019) e sindrome de Williams
(Andrade, 2017) podem se beneficiar desta pesquisa, principalmente caso necessitem
de recursos tecnoldgicos para a coleta, analise e visualizagdo de dados; além de
sistemas de recomendacéo e classificagdo automatica de musicas.

Para além de aplicagbes relacionadas a saude, contribuicbes sociais
derivadas desta tese podem associar-se, ainda: a) ao auxilio de sistemas de
composi¢cado de musicas baseadas em emocgodes (Ferreira, Whitehead, 2019; Grekow,
2023); b) a otimizagao da experiéncia de busca por musicas, resultando na redugéao

do tempo despendido nessa tarefa para os usuarios (Deng, S. et al., 2015; Sana et
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al., 2022); e c) a adaptagao e ao bem-estar de estudantes em processo de intercambio
(Vidas, Nelson, Dingle, 2023).

Em termos mercadolégicos, verifica-se potencial de aplicacdo nesta area,
posto que o reconhecimento de emogdes em musicas pode servir como instrumento
para a construcdo de acdes relacionadas as decisdes de vendas de produtos, bem
como ser uma ferramenta capaz de detectar a emog¢dao do consumidor e,
consequentemente, auxiliar na recomendacado de produtos e servigos especificos
(Bhatti et al., 2016; Panwar et al., 2018).

Com relagdo a aderéncia ao Programa de Pds-Graduagcédo em Gestdo da
Informacao (PPGGI), o presente estudo é a continuagao da dissertacao desenvolvida
pelo autor neste mesmo programa (Moreira, 2019). Além disso, conteudos presentes
no escopo das disciplinas como semiética, recuperagao de informagéao e inteligéncia
artificial, compdéem o estudo. Por fim, verifica-se aderéncia a linha de pesquisa
“Informacao e Tecnologia”, do PPGGI, cujo objetivo é o “desenvolvimento de métodos,
técnicas e ferramentas com vistas a transformag¢ao de dados e informagdes como
insumo para o desenvolvimento e aperfeicoamento dos processos e produtos
tecnologicos” (Programa de Pés-Graduagao em Gestao da Informagao, 2020, p. 6).

Ademais, a tematica € uma abordagem interdisciplinar, formada por
conhecimentos de areas como Psicologia, Neurociéncia, Ciéncia da Computacao,
Ciéncia Cognitiva, Inteligéncia Artificial (Li et al., 2018) e Musica, sendo, portanto,

aderente a proposta interdisciplinar do PPGGI.

1.4 ORIGINALIDADE E NAO TRIVIALIDADE DA TESE

Esta tese aborda dois topicos que séo tendéncias de pesquisa no campo de
reconhecimento de emog¢des em musicas: a) a adogao de uma abordagem multimodal
em vez de um processo com uma fonte (ex: audio); e b) a comparagao de resultados
classificagdo obtidos com arquiteturas de deep learning frente aos resultados
alcangados com algoritmos de aprendizado de maquina (machine learning) (Han et
al., 2022).

Conforme relatado na sec¢éao de justificativa, observou-se, por exemplo, a falta
de estratégias multimodais para o reconhecimento de emogdes em musicas que
realizassem a separagao do arquivo musical em diferentes modalidades (voz, letras,

instrumentos, acordes etc.), possibilitando, assim, a extracdo de caracteristicas
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especificas para cada modalidade, evitando a consulta em diferentes bases de dados,
a redugao do conjunto de dados analisado (Imbrasaite, 2015) e a eliminagdo de
modalidades (Schuller et al., 2010).

Sendo assim, esta pesquisa preenche esta lacuna, buscando, a partir de um
unico arquivo, separar e extrair o maior numero possivel de modalidades relacionadas
a musica, contribuindo com o aumento de modalidades empregadas
simultaneamente, bem como apresenta novos procedimentos de pré-processamento,
extracao e analise. Entende-se que a separacao de fontes € um processo importante,
uma vez que a presencga de varias fontes em um sinal pode afetar negativamente as
tarefas de processamento (Purwins et al., 2019).

Por fim, em relagao aos métodos empregados, ndo se constatou o uso de
arquiteturas de deep learning para a classificagdo das emogdes, sendo o algoritmo

SVM o método mais popular, com aplicacdo em seis dos oito estudos analisados.

1.5 DELIMITACAO DO ESTUDO

Apesar do objetivo de combinar diferentes modalidades para o
reconhecimento de emog¢des em musicas, ressalta-se que este estudo ndo contempla
caracteristicas pertencentes aos usuarios, como indicadores relacionados a
frequéncia cardiaca, a pressao arterial, a frequéncia respiratoria e as expressoes
faciais, tendo em vista a natureza da pesquisa e do Programa ao qual ela esta
inserida, bem como a dificuldade da coleta desses elementos, mediante o uso de
equipamentos especificos, além do contexto de pandemia, cujas recomendacdes dos
orgaos de saude recomendavam, no inicio da pesquisa, a adocao de distanciamento
social.

Para mais, neste estudo, ainda que exista a coleta de dados demograficos
dos usuarios, tais como sexo e idade, esses sdo considerados apenas para fins
descritivos dos avaliadores, ndo sendo, portanto, trabalhados como modalidades ou
elementos de analise quanto a possiveis divergéncias entre percepgdes emocionais.
Por fim, a presente pesquisa nado visa exaurir todos os aspectos psicolégicos e
neurobioldgicos associados as emogdes e aos diferentes modelos de emocgdes
relatados na literatura.

Tendo em mente que as plataformas selecionadas para a coleta das musicas

deste estudo sdo compostas, em sua grande maioria, por musicas escritas em inglés,
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apenas musicas neste idioma sido consideradas. Por fim, apesar deste trabalho
analisar diferentes obras musicais, de diferentes géneros e artistas, ressalta-se que
obras de musica de concerto - também referenciadas como musica classica ou musica

erudita -, como, por exemplo, éperas, cantatas e oratorios, ndo sdo consideradas.

1.6 ESTRUTURA DO DOCUMENTO

O restante desta tese esta organizado da seguinte maneira: a secao 2
apresenta o referencial tedrico correspondente aos conceitos basicos para a
compreensao desta pesquisa, sendo estes: abordagem multimodal, fundamentos de
teoria musical, emogdes, reconhecimento de emog¢des em musicas, deep learning e
deep learning para dados tabulares.

A secdo 3 diz respeito aos encaminhamentos metodoldgicos definidos,
demonstrando os procedimentos de coleta e analise de dados, a caracterizagao da
pesquisa, e o percurso metodologico estabelecido para a construcdo da base de
dados. Nesta secgdo, apresentam-se os dois experimentos conduzidos para a
rotulacdo das bases de dados desta pesquisa, assim como ilustra-se o protocolo de
desenvolvido para a elaboracdo dos experimentos de classificacdo, considerando
tanto algoritmos de aprendizado de maquina, quanto arquiteturas de deep learning.

Na secao 4 sao relatados e discutidos os resultados obtidos e, por fim, a secéo
5 é destinada as consideracodes finais do estudo, contemplando as contribui¢des,

destacando e apresentando as possibilidades para a continuidade da pesquisa.
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2 REFERENCIAL TEORICO

Nesta sec¢ao sao explorados os principais conceitos relacionados ao tema e a
problematica desta tese. Apresentam-se: abordagem multimodal; fundamentos de
teoria musical; emog¢des; reconhecimento de emogdes em musicas; e deep learning.
Em relagdo a selegcdo desses topicos, julga-se que todos contribuem para a
compreensao dos diferentes conhecimentos envolvidos na constru¢ao da pesquisa, e
servem para instrumentalizar o autor ao longo do trajeto de desenvolvimento da
pesquisa.

Neste sentido, pesquisou-se sobre abordagem multimodal para apresentar o
que pode ser definido como uma abordagem ou problema multimodal, buscando,
principalmente, compreender qual seria o papel do uso de multiplas fontes na
resolugao de um problema. Quanto aos fundamentos de teoria musical, em virtude de
o autor desta pesquisa nao ser musico, entendeu-se ser necessario compreender 0s
principais elementos deste campo, tendo em vista que as caracteristicas extraidas
para a construcdo da base de dados representarem conceitos como melodia,
harmonia, ritmo, entre outros.

No que diz respeito ao estudo das emocdes, buscou-se sistematizar as
principais abordagens teoricas do campo — categorica e dimensional -, apresentando
algumas definicbes e os principais modelos emocionais, uma vez que essas
abordagens relacionam diretamente com o tema reconhecimento de emogdes em
musicas, cujas principais etapas para a construgao de um sistema para essa tematica
foram abordadas. Para a subsecao sobre deep learning, o principal objetivo consistiu
em apresentar um conjunto de arquiteturas e o basico do funcionamento destas, posto
que a abordagem proposta neste estudo € desenvolvida pensando no uso de
diferentes arquiteturas de deep learning.

Finalmente, de maneira complementar a subsecao das arquiteturas de deep
learning, arquiteturas de deep learning, projetadas para cenarios que envolvem dados

tabulares, sdo detalhadas.

2.1 ABORDAGEM MULTIMODAL

Considera-se uma abordagem multimodal ou problema como multimodal a

partir do momento em que se trabalha com informagdes de diferentes fontes
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(modalidades) (Mansoorizadeh; Charkari, 2010; Ngiam et al., 2011; BaltruSaitis; Ahuja;
Morency, 2018). Do mesmo modo, interpreta-se como multimodalidade as etapas de
extragdo e combinagao de informacgdes inter-relacionadas de varias modalidades
(Mansoorizadeh; Charkari, 2010).

Uma abordagem multimodal demonstra eficacia no estudo e modelagem das
interagcdes humano-computador (Worsley; Blikstein, 2015), uma vez que se pode
resolver ambiguidades presentes em uma unica modalidade (Huang et al., 1999).
Além disso, é possivel que uma modalidade seja insuficiente para refletir todos os
aspectos de um fenémeno (Li, C. et al., 2015). Sendo assim, empregar recursos
multimodais pode fornecer uma compreensdo aprofundada dos fendmenos
(Baltru$aitis; Ahuja; Morency, 2018).

Em relacdo a presenca de elementos multimodais na sociedade, entende-se
que a propria maneira como 0s seres humanos expressam suas emocdes €&
multimodal (Poria et al., 2015, 2016). No dia a dia, modalidades textuais, auditivas e
visuais sao exploradas de forma simultdnea para permitir a extragdo eficaz das
informagdes semanticas e afetivas transmitidas durante a comunicagéo (Poria et al.,
2015, 2016). Por meio de expressdes faciais, posturas corporais, entonagdes e
escolha de palavras, por exemplo, as pessoas sao extremamente eficientes em
expressar sentimentos diferentes (Morency; Mihalcea; Doshi, 2011).

Percebe-se que a abordagem multimodal € um campo multidisciplinar de
crescente importancia (Poria et al., 2015; Soleymani et al., 2017; Baltrusaitis; Ahuja;
Morency, 2018), com potencial de aplicagdo em campos como a inteligéncia artificial
(BaltruSaitis; Ahuja; Morency, 2018) e a analise de sentimentos (Poria et al., 2015;
Soleymani et al., 2017).

Estratégias com multiplas fontes de recursos foram beneficiadas pelos
avangos em areas como o processamento de sinais e a inteligéncia artificial (Poria et
al., 2015), além da proliferagdo das midias sociais (Soleymani et al., 2017). Estes
fatores colaboraram para a criacdo de sistemas inteligentes capazes de detectar e
processar informacbes afetivas contidas em fontes multimodais, como o
reconhecimento de emocgdes e sentimentos em videos, por meio de informacdes
visuais, textuais, audio, modulagdes vocais e expressodes faciais (Poria et al., 2015;
Soleymani et al., 2017).

Finalizada a subsecédo sobre abordagem multimodal, a préxima subsegéao

corresponde aos fundamentos de teoria musical.
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2.2 FUNDAMENTOS DE TEORIA MUSICAL

De maneira sintética, pode-se entender a musica como a arte de utilizar os
sons para fins expressivos (Solomon, 2019). Outra possivel definigdo consiste em
compreendé-la como a combinagéo de sons de forma simultdnea e sucessiva (Med,
2017), mediante “ordem, equilibrio e proporg¢ao dentro do tempo” (Med, 2017, p.11).
Por fim, ainda é possivel entender a musica como uma sucessao de tons dispostos
em um ritmo especifico (Miller, 2016). Todavia, sabe-se que a matéria-prima da
musica é o som (Med, 2017), cujas propriedades também se manifestam na musica,

conforme ilustra-se no QUADRO 2.

QUADRO 2 - PROPRIEDADES DO SOM E SUAS REPRESENTACOES NA MUSICA

. O que representa no O que representa na Como identificar na
Propriedade L e
som? musica? musica?
Melodia: a partir da
alternancia de notas com
Frequéncia das vibragdes. alturas diferentes; Posig&o da nota no
Altura Tem como unidade de pentagrama e pela
medida o Hertz (Hz). Harmonia: a partir da clave.
simultaneidade de sons
com alturas diferentes.
Tempo de emissao das Ritmo: mediante a .
~ . ~ ~ . ! Figura da nota e do
Duragéao vibragbes (extensao do alternancia de diferentes
~ andamento.
som). duracgdes.
Amplitude das vibragoes. Dinamica: a partir da
Intensidade Tem como unidade de alternancia de Sinais de dinamica.
medida o decibel (dB). intensidades.
“Combinagéao de vibragdes = . “Pela indicagao da voz
. o Instrumentagao: por .
) determinadas pela espécie . L ou do instrumento que
Timbre ,, meio da combinacao e da L
do agente que a produz alternancia de timbres deve executar a musica
(Med, 2017, p. 12). ) (Med, 2017, p. 12).

FONTE: Adaptado de Med (2017, p. 12).

Embora existam diferentes definicbes para a musica (Miller, 2016), além de
varios atributos perceptivos que a caracterizam (Deng, J. J. et al, 2015), é possivel
estabelecer que existem elementos fundamentais ou primarios para a sua
compreensao, como a melodia, a harmonia e o ritmo (Meyer, 1996; Priolli, 2006; Med,
2017).

Dentre esses elementos, a melodia caracteriza-se como o “conjunto de sons
dispostos em ordem sucessiva” (Med, 2017, p.11), e manifesta-se como a parte mais

simples a ser assimilada pelo ser humano ao escutar uma cangao (Pilhofer; day,
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2019). Para mais, consiste na linha principal de uma musica, servindo como base para
a construcao da harmonia (Pilhofer; Day, 2019).

A harmonia consiste em um “conjunto de sons dispostos em ordem
simultanea” (Med, 2017, p.11), e relaciona-se diretamente com a construgdo dos
acordes (Pilhofer; Day, 2019). Por fim, o ritmo € definido como “ordem e proporgéo
em que estao dispostos os sons que constituem a melodia e a harmonia” (Med, 2017,
p.11). E por meio do ritmo, por exemplo, que se diferenciam os diversos géneros
musicais (Pilhofer; Day, 2019).

Tendo conhecimentos dos elementos basicos para a compreensao da musica,

na sequéncia sdo explorados os elementos relacionados a notagao musical.

2.2.1 Notagao musical

Os sons empregados na constru¢do da musica séo representados a partir de
sinais graficos denominados notas (Zamacois, 2007; Med, 2017), cujo papel é
determinar a altura e a duragdo desses sons (Zamacois, 2007; Med, 2017). A

nomenclatura das sete notas musicais existentes é apresentada no QUADRO 3.

QUADRO 3 - NOMENCLATURA DAS NOTAS MUSICAIS

Idioma Notas
Portugués D6 | Ré | Mi | Fa | Sol | L& | Si
Inglés C|D|E[F|G|A]|B
Aleméo C|ID|E|F|G]|]A|H

FONTE: Adaptado de Med (2017, p. 272).

A notagdo das notas musicais (QUADRO 3) é realizada em uma
representacao denominada pauta musical (Pilhofer; Day, 2019; Solomon, 2019) - ou
pentagrama (Zamacois, 2007; Med, 2017) -, que consiste em um conjunto de cinco
linhas paralelas horizontais, com quatro espacgos entre elas (Pilhofer; Day, 2019).
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2.2.2 Intervalos

Um intervalo é a diferenga de altura entre dois sons (Pilhofer; Day, 2019;
Solomon, 2019). No que diz respeito aos tipos de intervalos, estes sdo denominados

de acordo com os critérios apresentados no QUADRO 4.

QUADRO 4 - TIPOS DE INTERVALOS

Critério Carateristica Classificacao Exemplo Fonte
Notas tocadas - é :
. Harménico -
simultaneamente 3] :
Pilhofer e Day (2019,
Notas . 0. 104)
Notas tocadas - ;
. Melddico -
sucessivamente -
Dentro de uma oitava Simples é —]
o 5 7%
. Pilhofer e Day (2019, p.
Oitava ] 120-121)
! =
Ultrapassa uma oitava Composto %
el

FONTE: O autor (2021).

No caso dos intervalos melddicos, estes ainda sdo divididos em: a)
ascendentes: quando “a primeira nota € mais grave do que a segunda” (Med, 2017, p.
60); e b) descendente: quando “a primeira nota € mais aguda do que a segunda” (Med,
2017, p. 60). Com relacéao a classificagao dos intervalos, estes sdo medidos de forma
numeérica (quantidade) e qualitativa (qualidade) (Med, 2017; Pilhofer; Day, 2019).

Para se classificar um intervalo de forma numérica, verifica-se a distancia
entre as notas na pauta musical (Med, 2017; Pilhofer; Day, 2019). Sendo assim, um
intervalo simples que contém duas notas, € denominado segunda; com trés notas,
recebe o nome de terca; e assim até chegar a uma oitava (oito notas). A partir de nove
notas (nona), tem-se um intervalo composto, que apresenta a mesma logica de
nomenclatura do intervalo simples: dez notas (décima); 11 notas (décima primeira)
etc. (Med, 2017).

Para complementar a classificagdo numérica, adota-se uma classificagéo
qualitativa, por meio do numero de tons e semitons presentes no intervalo (Med, 2017;
Pilhofer; Day, 2019). Nessa classificacédo, as seguintes qualidades s&do empregadas:
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a) justo; b) maior; c) menor; d) aumentado; e e) diminuto (Miller, 2016; Pilhofer; Day,
2019; Solomon, 2019). As caracteristicas de cada qualidade sao apresentadas no
QUADRO 5.

QUADRO 5 - INTERVALOS DE ACORDO COM AS SUAS QUALIDADES

Qualidade Intervalos
Justo/Perfeito Primeira, quarta, quinta e oitava
Maior

Segunda, terca, sexta e sétima

Menor
Aumentado Todos
Diminuto Todos, com excegao a primeira

FONTE: Adaptado de Pilhofer e Day (2019, p.107).

Quanto as caracteristicas dos intervalos justos, estas sao listadas no
QUADRO 6.

QUADRO 6 - INTERVALOS JUSTOS

Intervalo Caracteristica

Primeira | Dois sons com 0 mesmo nome e altura

Quarta Dois tons e um semitom
Quinta Trés tons e um semitom
Oitava Cinco tons e dois semitons

FONTE: Adaptado de Med (2017, p. 62-63).

Em relacdo as caracteristicas dos intervalos maiores e menores, estas sao
listadas no QUADRO 7.
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QUADRO 7 - INTERVALOS MAIORES E MENORES

Intervalo (maior) Caracteristica Intervalo (menor) Caracteristica
Segunda Um tom Segunda Um semitom
Terca Dois tons Terca Um tom e um semitom
Sexta Quatro tons e dois semitons Sexta Trés tons e dois semitons
Sétima Cinco tons e um semitom Sétima Quatro tons e dois semitons

FONTE: Adaptado de Med (2017, p. 64-67).

Finalmente, quanto aos intervalos aumentados e diminutos, é possivel
diferencia-los da seguinte forma: a) intervalo aumentado: é aquele com um semitom
cromatico a mais do que os intervalos justos ou maiores (Med, 2017); e b) intervalo
diminuto: possui um semitom cromatico a menos do que os intervalos justos ou
menores (Med, 2017).

2.2.3 Acordes

Um acorde consiste no conjunto de trés ou mais notas tocadas
simultaneamente (Miller, 2016; Pilhofer; Day, 2019; Solomon, 2019). No que tange
aos tipos de acordes, é possivel classifica-los de acordo com o “intervalo existente
entre as notas extremas” (Med, 2017, p.275). Todavia, apesar de variagdes, 0s
acordes mais comuns sao os formados a partir de trés notas - triade ou acordes de
quinta - ou quatro notas (acordes de sétima) (Solomon, 2019).

Quanto a estrutura, uma triade (FIGURA 1) é construida a partir de trés notas,
que recebem os seguintes nomes: a) fundamental (root - em inglés): nota mais baixa
da triade e a responsavel por nomear o acorde (Miller, 2016; Pilhofer; Day, 2019;
Solomon, 2019); b) terca (third - em inglés): nota intermediaria, situando-se uma terga
acima da nota fundamental (Miller, 2016; Pilhofer; Day, 2019; Solomon, 2019); e c)
quinta (fifth - em inglés): nota superior, situada uma quinta acima da fundamental
(Miller, 2016; Pilhofer; Day, 2019; Solomon, 2019).
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FIGURA 1 - ESTRUTURA DE UMA TRIADE (TRES NOTAS)
Qu'u:ltﬂ

Terca
gf —
¢

FONTE: Adaptado de Miller (2016, p.149).

Fundamental

No que tange a tipologia, as triades sao divididas em quatro grupos,
respeitando as seguintes qualidades: a) maior; b) menor; c) aumentada; e d) diminuta
(Miller, 2016; Pilhofer; Day, 2019; Solomon, 2019). A formacéo e a representagao

destes grupos sao apresentadas no QUADRO 8.

QUADRO 8 - FORMACAO E REPRESENTACAO DAS TRIADES

Triade Formacao Exemplo

C

Maior Uma terga maior + uma terga menor %

FONTE: Miller (2016, p.151)

—

Menor Uma terga menor + uma terga maior eH—
e O
FONTE: Miller (2016, p.152)

Aumentada Duas tergas maiores O —&
e ©
FONTE: Miller (2016, p.154)

:

Diminuta Duas tercas menores A\, i
o) o
FONTE: Miller (2016, p.153)
FONTE: Adaptado de Med (2017, p.277-278).

k]
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Além do mais, as triades maiores e menores sao acordes consonantes (Med,
2017; Solomon, 2019), ou seja, transmitem uma sensacao de “estabilidade,
relaxamento e tranquilidade” (Med, 2017, p.277). Em contrapartida, as triades
aumentadas e diminutas s&o acordes dissonantes (Med, 2017; Solomon, 2019), uma
vez que “criam a impressao de intranquilidade e tensao” (Med, 2017, p.277).

Além das triades, o outro tipo de acorde comumente empregado consiste nos
acordes de sétima - ou tétrade (Med, 2017) -, cuja estrutura (FIGURA 2) é semelhante
a triade, porém, apresentando uma nota acima da quinta - sétima (seventh - em inglés)
-, por estar situado no intervalo de uma sétima acima da nota fundamental (Pilhofer;
Day, 2019; Solomon, 2019).

FIGURA 2 - ESTRUTURA DE UM ACORDE DE SETIMA

Quinta
Sétima
f)
ﬁl} 3 Terca
e b4
Fundamental

FONTE: Adaptado de Pilhofer e Day (2019, p.138).

Referente aos tipos de acordes de sétima, o QUADRO 9 contempla alguns
exemplos de formacao e representacao destes acordes.
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QUADRO 9 - FORMACAO E REPRESENTACAO DE ACORDES DE SETIMA

Acorde Formacgéo Exemplo

Sétima maior Triade maior + sétima maior - \.‘ﬂ’ 3

FONTE: Pilhofer e Day (2019,
p.138)

Sétima menor Triade menor + sétima menor ")

FONTE: Pilhofer e Day (2019,
p.138)

Sétima dominante Triade maior + sétima menor )

FONTE: Pilhofer e Day (2019,
p.139)

Acorde de sétima da Quinta diminuta + sétima O
sensivel menor e - 4

FONTE: Pilhofer e Day (2019,
p.140)

Quinta diminuta + sétima o v{-.
diminuta o T O

FONTE: Pilhofer e Day (2019,
p.140)

Sétima diminuta

FONTE: Adaptado de Med (2017, p.347-348).

Ademais, além das triades e dos acordes de sétima, quando necessario, é
possivel trabalhar com acordes mais complexos, como os acordes de nona, acordes
com décima primeira e acordes com décima terceira (Miller, 2016; Med, 2017; Pilhofer;
Day, 2019).

Finalizada a subsec¢ao acerca dos fundamentos de teoria musical, a seguir
discute-se os principais elementos relacionados as emogdes. Complementos aos
conceitos de teoria musical apresentados nesta subsecido, como valores, acidentes e

escalas, sdo fornecidos e detalhados no APENDICE A.
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2.3 EMOCOES

Emocgbdes desempenham um papel central na vida humana (Adolphs;
Anderson, 2018; Shackman; Wager, 2019), apresentando-se como um dos aspectos
mais fascinantes e, ao mesmo tempo, misteriosos da fungéo cerebral (Zych; Gogolla,
2021). A busca por compreendé-las motiva, por exemplo, discussoes filosoficas desde
a Grécia Antiga (Scarantino, 2016), por meio de fildsofos como Platdo e Aristételes
(Lyons, 1999; Dias; Cruz; Fonseca, 2008; Rosenwein; Cristiani, 2018).
Posteriormente, filosofos como René Descartes e Baruch Spinoza também
discorreram acerca do tema (Lyons, 1999; Plamper, 2015; Rosenwein; Cristiani,
2018).

Além dos filésofos, a necessidade de se entender as emogdes desperta a
atengao de cientistas, médicos, bem como do publico em geral (Shackman; Wager,
2019). Todavia, uma definicdo precisa do que é uma emoc¢ao € uma tarefa complexa
(Schmeichel; Inzlicht, 2013), tendo este conceito diferentes definicbes (Kleinginna;
Kleinginna, 1981; Mulligan; Scherer, 2012; Celeghin et al., 2017), as quais variam
muito entre as abordagens tedricas (Lange et al., 2020).

Como exemplo da dificuldade em se obter um consenso sobre o conceito de
emocao, pode-se recorrer a pesquisa de Kleinginna e Kleinginna (1981), na qual os
autores identificaram 92 definicbes diferentes para emocdes. Para mais, desde a
publicacdo do ensaio “What is an emotion” (James, 1884), diversos autores buscam
uma definicdo para o tema (Dias; Cruz; Fonseca, 2008; Lange et al., 2020), mesmo
este sendo um assunto complexo para se explicar cientificamente (Adolphs;
Anderson, 2018).

Entretanto, mesmo com divergéncias quanto a uma definicdo, é possivel
ilustrar, minimamente, o que alguns autores entendem por emocgdes, ao ter contato
com algumas definicdes (QUADRO 10).
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QUADRO 10 - EXEMPLOS DE DEFINICOES DE EMOCOES

Definigao

Fonte

Estados psicoldgicos formados por elementos como experiéncia pessoal,
reagOes fisiologicas, comportamentais e comunicativas.

Akcay e Oguz (2020,
p. 58, traducao
nossa)

Reacdo afetiva intensa e com curta duracdo. E composta, geralmente, por
subcomponentes - subjetividade, excitagao fisioldgica, expresséo,
tendéncia de agao e regulacdo - com um certo grau de "sincronizagao".

Juslin (2013a, p.
236, tradugéo nossa)

Estados cognitivos ou fisiolégicos que acontecem para antecipar ou
responder a informacgdes afetivas, que refletem o valor e / ou a intensidade
dos estimulos eliciadores.

Kryklywy et al. (2020,
p. 120, tradugao
nossa)

Processos psiconeurais que sao especialmente influentes no controle do
vigor e da padronizacao das acoes.

Panksepp (1998, p.
44, tradugdo nossa)

Respostas multifacetadas que envolvem mudancgas na experiéncia
consciente, no comportamento e na fisiologia.

Schmeichel e Inzlicht
(2013, p. 281,
tradugao nossa)

Conjuntos generalizados e, teoricamente, coordenados de processos
comportamentais, fisioldgicos, cognitivos e afetivos, selecionados para
promover respostas automaticas e adaptativas a eventos ambientais
recorrentes que apresentam desafios de aptidao.

Shariff e Tracy
(2011, p.396,
traducéo nossa)

Conceito “guarda-chuva” que se caracteriza por mudangas afetivas,
cognitivas, comportamentais, expressivas e fisioldgicas.

Tyng et al. (2017, p.
3, tradugédo nossa)

FONTE: O autor (2021).

Embora as definigdes elencadas no QUADRO 10 apresentem particularidades,
€ possivel visualizar elementos em comum para os autores, como a presenca de
dimensoes psicofisiolodgicas, processos perceptuais-cognitivos, percepgao subjetiva e
motivagao para acgao.

No campo cientifico, Charles Darwin, com a publicagdo do livro “The
expression of the emotions in man and animals” (Darwin, 1872), pode ser considerado
o primeiro cientista moderno das emogdes (Moors et al., 2013; Rosenwein; Cristiani,
2018; Gross; Preston, 2020). Ao escrever esse livro, Darwin argumentava que as
emocgdes eram aspectos herdados e conservados evolutivamente (Barrett, 2017;
Rosenwein; Cristiani, 2018; Adolphs; Anderson, 2018; Gross, Preston, 2020).

Darwin visualizava, ainda, as emogdes - bem como as suas expressoes -
como parte de uma natureza humana universal (Barrett, 2017), cuja evolugéo
destinava-se a comunicar os estados internos dos animais e, ao mesmo tempo, refletir
processos fisioldgicos subjacentes e adaptativos (Gross; Preston, 2020). Essa viséo

serviu de base para, por exemplo, os estudos sobre expressao emocional, conduzidos
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por pesquisadores como Paul Ekman e Wallace Friesen (Rosenwein; Cristiani, 2018;
Zych; Gogolla, 2021). A hipétese central desses estudos consistia em entender que
algumas expressdes - principalmente as faciais - eram adaptagdes evoluidas
biologicamente e basicas quanto a sua forma e a sua fungéo (Barrett, 2011).

Por fim, algumas das ideias de Darwin ainda s&o relevantes para o estudo
atual das emocgdes, como: a) a fungdo comunicativa das emocdes; b) a homologia
entre as espécies; ¢) a importancia no comportamento social; d) o enraizamento
fisiolégico; e e) as fungbes adaptativas das emocgdes (Gross; Preston, 2020, p.179).

Além de abordagens inspiradas por Darwin, o estudo das emogdes apresenta
periodos em que uma abordagem & dominante, conforme defendem Moors et al.
(2013). Para os autores, é possivel citar, por exemplo, o dominio do pensamento
conhecido como Appraisal Theory? durante a década de 1960, quando pesquisadores
como Magda Arnold e Richard Lazarus, ao sistematizarem os pensamentos de
fildsofos como Aristételes e Baruch Spinoza (Moors et al., 2013), argumentaram sobre
a existéncia de um processo de “avaliagdo” de estimulos - uma espécie de “etapa
adicional” entre o ser humano e mundo - no qual o organismo € informado se o
estimulo observado é elegivel para despertar uma emogéo (Moors, 2010; Barrett,
2017).

Todavia, ao longo dos anos, duas abordagens se destacaram, concentrando
os estudos acerca das emogdes, sendo essas: a) a abordagem categdrica ou discreta;
e b) a abordagem dimensional (Scherer, 2005; Dias, Cruz; Fonseca, 2008; Fanselow,
2018).

2.3.1 Abordagem categdrica das emocgoes

A abordagem categdrica - ou discreta - das emogdes relaciona-se diretamente
com o conceito das emogdes basicas* (Scherer, 2005; Eerola; Vuoskoski, 2013), cuja
principal caracteristica é representar as emogdes em um grupo finito de termos
(categorias) (Eerola; Vuoskoski, 2013; Saarimaki et al., 2016; Celeghin et al., 2017).
Ademais, trata-se de uma abordagem fundamentada nas ideias evolucionistas de
Charles Darwin (Scherer, 2005; Crivelli; Fridlund, 2019; Keltner et al., 2019), na qual

3 Optou-se por manter a expressao no idioma original. Em portugués, por exemplo, encontra-se como
possivel traducao a expressao “Teoria da Avaliagao”.
4 Também denominadas como emogdes primarias ou fundamentais (Ortony; Turner, 1990).
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as emogoes sdo vistas como uma série de estados separados e discretos (Ekman,
1992; Gu et al., 2019), responsaveis por diferentes respostas e padroes fisiolégicos,
comportamentais e neurais (Barrett, 2006; Ekman; Cordaro, 2011; Colombetti, 2014;
Saarimaki et al., 2016; Hutto; Robertson; Kirchhoff, 2018).

Ja em relagao a quantidade exata de categorias para representar as emogdes
nessa abordagem, constata-se a falta de consenso entre os pesquisadores acerca
desse ponto (Gu et al., 2019). Entretanto, com o passar dos anos, seis emocoes se
consolidaram como “universais”, sendo essas: a) raiva; b) medo; c) nojo; d) felicidade;
e) tristeza; e f) surpresa (Saarimaki et al., 2016; An et al., 2017; Wang et al., 2019;
Wingenbach et al., 2020).

A popularidade deste conjunto é resultado das conclusdes apresentadas em
pesquisas sobre expressdes faciais (An et al., 2017; Digirolamo; Russell, 2017;
Wingenbach et al., 2020). Esses estudos, geralmente, consistem em apresentar uma
série de fotos de diferentes expressdes faciais a uma determinada amostra,
solicitando que, para cada imagem, seja determinada a emo¢ao mais adequada para
representar a foto visualizada (Colombetti, 2014; Digirolamo; Russell, 2017).

Dos estudos com o objetivo de associar emogdes a expressodes faciais, o mais
famoso e influente foi conduzido por Ekman e Friesen (1971) (Colombetti, 2014;
Keltner et al., 2019). Neste estudo, os autores apresentaram imagens com diferentes
expressoes faciais relacionadas as emogodes raiva, medo, felicidade, nojo, tristeza e
surpresa para membros de uma tribo na Nova Guiné que, apds ouvirem pequenas
histérias acerca do que cada emocao significava, indicaram a imagem mais pertinente
para representar a emocgao descrita na historia (Ekman; Friesen, 1971; Colombetti,
2014).

De todo modo, mesmo com indicios para sustentar a hipotese de existéncia
de seis emocgdes basicas, diversos autores propuseram ao longo dos anos diferentes
conjuntos de emogdes (QUADRO 11), envolvendo grupos compostos por apenas
duas emocgdes (Mowrer, 1960) até alternativas maiores, com dez emogdes (Arnold,
1960).
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QUADRO 11 - EXEMPLOS DE EMOGCOES BASICAS

Autores

Emocgodes

Arnold (1960)

Raiva (Anger), Aversé@o (Aversion), Coragem (Courage), Desanimo
(Dejection), Desejo (Desire), Desespero (Despair), Medo (Fear), Odio (Hate),
Esperanca (Hope), Amor (Love), Tristeza (Sadness)

Ekman, Friesen e
Ellsworth (1982)

Raiva (Anger), Nojo (Disgust), Medo (Fear), Alegria (Joy), Tristeza (Sadness),
Surpresa (Surprise)

Gray (1982)

Raiva e Terror (Rage and Terror), Ansiedade (Anxiety), Alegria (Joy)

Izard (1971)

Raiva (Anger), Desprezo (Contempt), Nojo (Disgust), Angustia (Distress),
Medo (Fear), Culpa (Guilt), Interesse (Interest), Alegria (Joy), Vergonha
(Shame), Surpresa (Surprise)

James (1884)

Medo (Fear), Pesar (Grief), Amor (Love), Raiva (Rage)

McDougall (1926)

Raiva (Anger), Nojo (Disgust), Euforia (Elation), Medo (Fear), Sujeicéo
(Subjection), Ternura (Tender-emotion), Admiragao (Wonder)

Mowrer (1960)

Dor (Pain) e Prazer (Pleasure)

Oatley e Johnson-
Laird (1987)

Raiva (Anger), Nojo (Disgust), Ansiedade (Anxiety), Felicidade (Happiness),
Tristeza (Sadness)

Panksepp (1982)

Expectativa (Expectancy), Medo (Fear), Raiva (Rage), Panico (Panic)

Plutchik (1980)

Aceitagao (Acceptance), Raiva (Anger), Antecipacao (Anticipation), Nojo
(Disgust), Alegria (Joy), Medo (Fear), Tristeza (Sadness), Surpresa (Surprise)

Tomkins (1984)

Raiva (Anger), Interesse (Interest), Desprezo (Contempt), Nojo (Disgust),
Angustia (Distress), Medo (Fear), Alegria (Joy), Vergonha (Shame), Surpresa
(Surprise)

Watson (1930)

Medo (Fear), Amor (Love), Raiva (Rage)

Weiner e Graham
(1984)

Medo (Fear), Amor (Love), Raiva (Rage), Felicidade (Happiness), Tristeza
(Sadness)

FONTE: Adaptado de Ortony e Turner (1990, p. 316).

O uso do adjetivo “basico” empregado nesta abordagem corresponde as
suposi¢coes de que as emogdes: a) sao “universais” e estdo presentes em todas as
culturas conhecidas (Ortony; Turner, 1990); b) estdo associadas universalmente a
determinadas expressodes faciais especificas (Ekman; Friesen, 1971; Ortony; Turner,
1990; Wingenbach et al., 2020); c) relacionam-se com fun¢des biologicas ligadas as
necessidades basicas de sobrevivéncia (Ortony; Turner, 1990; Gu et al., 2019); e d)
evoluiram de maneira a se adaptarem a determinadas situa¢gdes humanas, como
perdas, frustragdes, sucessos e alegrias (Ekman; Cordaro, 2011).

Quanto as caracteristicas que diferenciam as emogdes basicas de outros

estados afetivos, como o humor, por exemplo, Ekman e Cordaro (2011) apresentam
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que quase todas as emocgdes basicas apresentam até 13 elementos representativos,

conforme elenca-se no QUADRO 12.

QUADRO 12 - CARACTERISTICAS DAS EMOCOES BASICAS
DE ACORDO COM EKMAN E CORDARO (2011)

# Caracteristica

1 Sinais universais distintos

2 Fisiologia distinta

3 Avaliagdo automatica

4 Eventos antecedentes universais distintos

5 Presenca em outros primatas

6 Possibilidade de inicio rapido

7 Pode ser de curta duragéo

8 Ocorréncia inesperada

9 Pensamentos, memarias e imagens distintas

10 Experiéncia subjetiva distinta

11 O periodo refratériq filtra as inforr~na(;6es_ disponiveis a fim de
ajustar a emocéao sentida

12 Sem restrigdes quanto ao alvo da emocgéao

13 A emocgéo pode ser representa_da de forma construtiva ou

destrutiva

FONTE: Adaptado de Ekman e Cordaro (2011, p. 365).

Contudo, é preciso atentar-se que, apesar da teoria das emocdes basicas ter
colaborado com a Psicologia em areas como o estudo de expressdes faciais,
Neuroimagem e Psicologia Evolutiva, essa abordagem sofre com criticas no que se
refere aos seus procedimentos metodoldgicos e as suas bases tedricas (Hutto;
Robertson; Kirchhoff, 2018). Neste sentido, por exemplo, Scherer (2005) visualiza a
dificuldade em se encontrar um numero ideal para se representar todas as emogdes
existentes.

Fanselow (2018) defende que esta visao pode levar a uma proliferagao de
emogdes individuais caso ndo haja regras para limitar o que se pode entender como
uma emogao. Por seu turno, Colombetti (2014) questiona nessa abordagem o fato de
que, se existe um pequeno numero de emocgdes consideradas basicas, entdo como

ocorre a relagao entre essas e aquelas que nao sao consideradas basicas?



51

Por fim, em relagcdo as expressdes faciais como “prova” da existéncia de
determinadas emocgdes, Keltner et al. (2019) concentram a sua critica, principalmente,
ao trabalho de Ekman e Friesen (1971), argumentando que as pessoas expressam
suas emogdes de diferentes maneiras - como pistas vocais, movimentos corporais,
gestos, postura etc. - e ndo apenas por meio de movimentos dos musculos faciais

disparados com palavras ou situagoes.

2.3.2 Abordagem dimensional das emog¢des

A abordagem dimensional das emocdes consiste em um conjunto de modelos
parcimoniosos (Bradley et al., 1992; Fanselow, 2018) que propdem a representagao
das emogdes em um pequeno numero de dimensdes em vez de assumir a existéncia
de estados emocionais especificos e independentes como os adotados na abordagem
categorica (Bradley et al., 1992; Colombetti, 2014). Trata-se de uma abordagem cujo
marco inicial consiste nos estudos do psicélogo alemao Wilhelm Wundt (Scherer,
2000, 2005), que apresentou um modelo tridimensional formado pelas seguintes
dimensdes: a) agradavel-desagradavel; b) tenso-relaxado; e c¢) animado-calmo
(Wundt, 1922; Scherer, 2005; An et al., 2017; Diriwachter, 2021).

A partir desse modelo, pode-se visualizar diferentes modelos dimensionais,
dos quais trés apresentam-se como dominantes nos estudos sobre emog¢des (Rubin;
Talarico, 2009; An et al., 2017), sendo esses: a) o modelo circumplexo, desenvolvido
por Russell (1980); b) o modelo vetorial, elaborado por Bradley et al. (1992); e c) o
modelo denominado Positive Activation — Negative Activation (PANA), proposto por
(Watson; Tellegen, 1985).

No que diz respeito ao modelo circumplexo (FIGURA 3), este modelo foi
proposto pelo psicélogo norte-americano James A. Russell (Russell, 1980), e tem
como principal caracteristica a representagao de 28 termos emocionais como um
unico ponto em um espago bidimensional composto pelas dimensdes valéncia
(valence), situada no eixo horizontal; e excitagédo (arousal), localizada no eixo vertical
(Russell, 1980; Barrett, 2017). Ademais, a dimensao da valéncia varia entre agradavel
e desagradavel, enquanto os graus de excitagdo variam de calmante a excitante
(Hinojosa et al. 2016).
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FIGURA 3 - MODELO CIRCUMPLEXO (Russell, 1980)
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FONTE: Adaptado de Russell (1980, p. 1169).

Com base na FIGURA 3, pode-se analisar o modelo circumplexo da seguinte
maneira: a) o primeiro quadrante é formado por estados com valéncia positiva (+) e
excitagao positiva (+) (ex: encantado e feliz); b) o segundo quadrante contempla os
estados com valéncia positiva (+) e excitagao negativa (-) (ex: satisfeito e calmo); c)
no terceiro quadrante encontram-se os termos com valéncia negativa (-) e excitagéo
negativa (-) (ex: entediado e deprimido); e d) finalmente, no quarto quadrante estao
os estados com valéncia negativa (-) e excitacao positiva (+) (ex: tenso e irritado).

Com relagao ao modelo vetorial, trata-se de uma abordagem bidimensional
elaborada por Bradley et al. (1992). Consiste em um modelo composto pelas
dimensdes de valéncia (eixo vertical) e excitagao (eixo horizontal), no qual ha dois
vetores com inicio nos pontos relacionados a excitagao zero e a valéncia neutra, com
um dos vetores prosseguindo para a valéncia positiva, enquanto o outro direciona-se
a valéncia negativa (Rubin; Talarico, 2009) (FIGURA 4).
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FIGURA 4 - MODELO VETORIAL (Bradley et al., 1992)
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FONTE: Adaptado de Bradley et al. (2001, p. 277).

Como resultado, é possivel observar uma forma de “bumerangue” (Bradley et
al., 2001; Talarico; Labar; Rubin, 2004) que representa o direcionamento aos pontos
de maior excitagédo, e que refletem a base motivacional dos julgamentos afetivos
(Bradley et al., 2001).

A respeito do modelo PANA (Watson; Tellegen, 1985), este esquema reflete a
experiéncia emocional em duas dimensbdes formadas pelos fatores principais
intitulados afeto positivo (eixo vertical) e afeto negativo (eixo horizontal) (FIGURA 5).
Para mais, ha duas linhas tracejadas neste modelo denominadas como
prazer/desprazer e forte empenho/fraco empenho, que consistem em fatores
secundarios, obtidos posteriormente aos dois fatores principais do modelo (Watson;
Tellegen, 1985).
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FIGURA 5 - MODELO PANA (Watson; Tellegen, 1985)
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FONTE: Adaptado de Watson e Tellegen (1985, p. 221).

Neste modelo, os termos que se encontram no mesmo espaco apresentam
uma alta correlagdo positiva, ao passo que aqueles em divisdes adjacentes
demonstram uma correlacao positiva moderada. Ademais, palavras localizadas a 90°
nao apresentam correlacdo com as demais enquanto aquelas situadas a 180° séo
opostas em significado, com uma alta correlagéo negativa (Watson; Tellegen, 1985).

Além dos trés modelos ja apresentados, a abordagem dimensional das
emocoes apresenta outros modelos dimensionais, quer sejam bidimensionais
(Plutchik, 1980, Thayer, 1989, 2012), tridimensionais (Schlosberg, 1954; Plutchik,
1970; Russell; Mehrabian, 1977; Lévheim, 2012) e até modelos quadridimensionais
(Fontaine et al., 2007).

Em relagdo ao modelo bidimensional apresentado por Plutchik (1980) (FIGURA
6), este & popularmente conhecido como “Roda das Emogbes de Plutchik”
(Acheampong; Wenyu Nunoo-Mensah, 2020; Shiraishi; Reilly, 2020) e compreende

oito emogdes basicas (alegria, tristeza, confianga, nojo, medo, raiva, surpresa e



55

antecipacgao) (Plutchik, 1980; Acheampong; Wenyu Nunoo-Mensah, 2020; Shiraishi;

Reilly, 2020).

FIGURA 6 - RODA DAS EMOGOES DE PLUTCHIK
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FONTE: Adaptado de Wang et al. (2020, p. 13:5).

O modelo ilustrado na FIGURA 6 apresenta as seguintes caracteristicas: a)

emocoes internas sao mais intensas, como € o caso da alegria em relagao a

serenidade, ou admiragao no tocante a confianga, por exemplo; b) a combinacéo das

emogdes basicas produz novas emogdes (ex: alegria + confianga = amor; tristeza +

nojo = remorso etc.); e c) a presenga de polos opostos entre as emogdes (alegria x

tristeza; confianga x nojo; medo x raiva; e antecipagao x surpresa) (Cohen-Kalaf et al.,

2021).

Outro modelo bidimensional a ser destacado é o proposto por Thayer (1989,

2012) (FIGURA 7). Esse modelo apresenta duas dimensdes bipolares nomeadas

como energia/cansaco e tensdo/calma. A partir dessas dimensodes, o autor argumenta

que é possivel obter quatro estados de humor conhecidos como: a) energia e calma;

b) energia e tensao; c) cansago e calma; e d) cansaco e tensao (Thayer, 1989, 2012).
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FIGURA 7 - MODELO BIDIMENSIONAL (Thayer 1989, 2012)
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FONTE: Adaptado de Thayer (2012, p. 410).

No ambito dos modelos tridimensionais, Schlosberg (1954) refinou em seu
estudo o modelo proposto por Wundt (1922), apresentando as dimensdes prazer-
desprazer, atencgao-rejeicao e ativagao (Schlosberg, 1954, An et al., 2017), com
dimenséo ativag&do apresentando dois niveis denominados como descanso e tenséo
(Schlosberg, 1954).

Russell e Mehrabian (1977) propuseram a distribuicao dos estados afetivos em
trés dimensbes denominadas prazer, valéncia e dominancia, elaborando, assim, um
modelo conhecido como PAD (Pleasure-Arousal-Dominance). Neste modelo, a
dimensao correspondente ao prazer refere-se a sentir-se bem, feliz, satisfeito ou
alegre; excitagao diz respeito ao quanto um individuo se sente estimulado, excitado,
atento ou ativo; por fim, dominancia representa o grau em que um individuo se sente
influente, no controle ou importante (Andersson et al., 2012).

No que concerne ao modelo tridimensional proposto por Plutchik (1970), sua
representacdo consiste em um cone invertido (FIGURA 8), e abarca trés
caracteristicas: a) intensidade, responsavel por distinguir emog¢des como o medo e o
panico, por exemplo; b) graus de similaridade, tornando emog¢des como vergonha e
culpa semelhantes; e c) polaridade, indicando que emogdes como alegria e tristeza
como opostas (Plutchik, 1970).
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FIGURA 8 - MODELO TRIDIMENSIONAL
(Plutchick, 1970)

FONTE: Adaptado de Plutchik (1970, p. 10).

Em seu modelo tridimensional, Lovheim (2012) representa oito emogdes
basicas (interesse/excitagdo, prazer/alegria, surpresa, angustia, medo/terror,
vergonha/humilhagado, desprezo/repulsa e raiva) em um sistema de coordenadas
ortogonais correspondentes aos trés eixos monoaminérgicos principais: a)
Serotonina/5-hidroxitriptamina (5-HT); b) Dopamina (DA); e c) Noradrenalina (NE)
(FIGURA 9).

FIGURA 9 - MODELO TRIDIMENSIONAL (LOVHEIM, 2012)
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FONTE: Adaptado de Lovheim (2012, p. 342).
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Por fim, o modelo quadridimensional de Fontaine et al. (2007) (ANEXO A)
considera as dimensdes avaliagdo-agradabilidade, controle-poténcia, ativagao-
excitacao e imprevisibilidade, englobando 24 termos afetivos distribuidos em trés
painéis: a) valéncia x poténcia; b) valéncia x excitacdo; e c) valéncia x
imprevisibilidade. Neste modelo, a dimensdo avaliagdo-agradabilidade € composta
pela dinamica de oposi¢ao entre as emogdes agradaveis e desagradaveis.

A segunda dimensao, controle-poténcia, caracteriza-se por avaliagbes de
controle, englobando sentimentos de poder ou fraqueza, por exemplo. A terceira
dimensao, ativagcao-excitacdo, tem como caracteristica, principalmente, elementos
como batimento cardiaco acelerado e prontiddo para a acdo. A quarta e ultima
dimensao, imprevisibilidade, apresenta avaliagdes de novidade, representadas, por
exemplo, em agdes como o levantar de sobrancelhas e exclamagbes espontaneas
(Fontaine et al., 2007).

Uma sintese dos modelos dimensionais de emocao apresentados neste estudo
€ demonstrada no QUADRO 13.

QUADRO 13 - SINTESE DOS MODELOS DIMENSIONAIS DE EMOCAO ANALISADOS

Autores Bl_u mero~de Caracteristicas
imensodes
Bradley et al. (1992) Duas Valéncia e Excitacao
Fontaine et al. (2007) Quatro Valéncia, Poténcia, Excitacao e Imprevisibilidade
. R Serotonina (5-HT), 5-hidroxitriptamina), Dopamina
Lovheim (2012) Trés (DA) e Noradrenalina (NE)
Plutchik (1970) Trés Intensidade, Graus de Similaridade e Polaridade
Plutchik (1980) Duas Oito emocgdes basicas
Russell (1980) Duas Valéncia (P_razer/Despra;er)g Excitacado
(Ativagao/Desativacao)
Russell e Mehrabian Trés Prazer, Excitagdo e Dominéancia
(1977)
Schlosberg (1954) Trés Prazer/Desprazer, Atencao/Rejeicéo e Ativacao
Thayer (1989, 2012) Duas Energia/Cansaco e Tensdo/Calma
Watson e Tellegen Duas Afeto Positivo e Afeto Negativo
(1985)
Wundt (1922) Trés AgradaveI/Desag_radaveI, Tenso/Relaxado e
Animado/Calmo

FONTE: O autor (2021).
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Por ultimo, cabe ressaltar que, assim como acontece com a abordagem
categorica, os modelos dimensionais de emogdes n&o estdo imunes as criticas. Neste
sentido, por exemplo, Colombetti (2014) considera essas propostas pouco
convincentes, tendo em vista que os aspectos bioldgicos presentes nas emogdes sao
radicalmente rejeitados.

Akcay e Oguz (2020) apontam para a dificuldade em se diferenciar
determinadas emogbdes como medo e raiva. Além disso, os autores atentam para a
dificuldade de representar algumas emogdes, citando o caso da surpresa, que pode
apresentar valéncia positiva ou negativa de acordo com o contexto da sua ativagéo
(Akgay; Oguz, 2020). Finalmente, quanto aos modelos bidimensionais, Adolphs e
Aderson (2018) argumentam que esses esquemas sao incapazes de capturar toda a
variagao existente entre as emocdes, sendo necessaria a ado¢gao de um numero maior
de dimensbdes (Adolphs; Anderson, 2018).

Com os principais elementos condizentes com as emocdes expostos nesta
subsecédo, o préximo tema apresentado e discutido consiste no reconhecimento de

emogdes em musicas

2.4 RECONHECIMENTO DE EMOGCOES EM MUSICAS

Antes de versar acerca do reconhecimento de emocdes em musicas, é
necessario esclarecer que ha outras abordagens na qual essa tematica pode ser
empregada e que diferem, portanto, da abordagem adotada neste trabalho. Em um
primeiro momento, por exemplo, é possivel associar o reconhecimento de emocdes
em musicas ao estudo de “pistas” relacionadas aos correlatos neurais, conforme
aponta Koelsch (2014).

Em outra perspectiva, Juslin e Laukka (2004) também apresentam uma
abordagem na qual visualiza-se o emprego do tema reconhecimento de emogdes em
musicas, que consiste em utilizar trés tipos de evidéncias para inferir acerca de
emogdes em musicas, sendo essas: a) recorrer a um autorrelato, quer seja verbal,
como questionarios ou listas de verificacdo de adjetivo; ou ndo verbais, como agdes
envolvendo controles deslizantes e desenhos; b) medir o comportamento, como
expressoes faciais, vocalizagdes e linguagem corporal, além de medidas como a
velocidade de escrita; e ¢) reagdes fisiologicas, como frequéncia cardiaca, respiragao,
condutancia da pele e sobressalto resposta, tensdo muscular (Juslin; Laukka, 2004).
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Neste sentido, nesta pesquisa, ressalta-se que o conceito de reconhecimento
de emocgdes em musicas (REM) (do inglés Music Emotion Recognition (MER)) refere-
se exclusivamente ao subcampo da recuperacao de informagao musical, cujo objetivo
é identificar o conteudo afetivo - emogdes, neste caso - associado a um segmento
musical (Kim et al., 2010; Dong et al., 2019; Hizlisoy; Yildirim; Tufekci, 2021),
utilizando, por exemplo, técnicas de aprendizado de maquina e processamento de
sinais (Hizlisoy; Yildirim; Tufekci, 2021).

Dessa forma, em termos de etapas, um sistema de REM contempla um
processo basico (FIGURA 10) que, de maneira geral, € composto pelos seguintes
passos: a) extragao e analise de caracteristicas musicais relacionadas a um conjunto
de musicas rotuladas, que representam um conjunto ou valores de emocgodes
(emogdes basicas, valéncia, excitacao etc.); b) estabelecimento de relagdes entre
essas caracteristicas e as emogdes selecionadas; e c) utilizagdo de algoritmos para
treinar modelos destinados a reconhecer emog¢des de musicas ainda nao rotuladas
(Yang; Dong; Li, 2017; Panwar et al., 2018; Xu et al. 2020; Hizlisoy; Yildirim; Tufekci,
2021).

FIGURA 10 - PROCESSO BASICO DE RECONHECIMENTO DE EMOCOES EM MUSICAS
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FONTE: Adaptado de Yang, Dong e Li (2017, p. 366).

A seguir sdo detalhados cada um dos passos relacionados a criagao de um
sistema de REM.
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2.4.1 Obtencdo de musicas para a construcdo de sistemas de reconhecimento de

emogoes em musicas

Obter musicas devidamente associadas a um conjunto de emogdes
(rotuladas) € um desafio para o desenvolvimento de sistemas de REM, uma vez que,
devido as restricdes de direitos autorais, os dados usados raramente sao divulgados
e reutilizados em outros estudos (Aljanaki; Yang; Soleymani, 2017; Chaturvedl et al.,
2021).

Para contornar esse desafio, visualiza-se a ado¢ao de duas estratégias para
a criacao de bases de dados proprias: a) a coleta de dados em plataformas digitais
como a Last.FM e a AllMusic por meio de mineragao de tags sociais (Song; Dixon;
Pierce, 2012; Aljanaki; Wiering; Veltkamp, 2016; Aljanaki; Yang; Soleymani, 2017;
Chaturvedi et al., 2021); e b) o desenvolvimento de um processo de anotagéo
conduzido junto a uma amostra (Chen, Y. H. et al., 2015; Aljanaki; Wiering; Veltkamp,
2016; Zhang et al., 2017; Zhang, K. et al., 2018; Hizlisoy; Yildirim; Tufekci, 2021).

O uso de plataformas digitais como fonte de coleta de musicas rotuladas
apresenta-se como um mecanismo que proporciona a coleta de uma grande
quantidade de dados por meio de mineracdo de tags sociais (Aljanaki; Wiering;
VEltkamp, 2016), cuja execugao pode ser realizada mediante scripts de busca direto
na Uniform Resource Locator (URL) da plataforma selecionada (Chaturvedi et al.,
2021).

Como exemplos de pesquisas elaboradas a partir da mineracéo de tags
sociais, citam-se os estudos de Lin, Yang e Chen (2011); Song, Dixon e Pierce (2012);
e Cano e Morisio (2017). No estudo conduzido por Lin, Yang e Chen (2011), os
autores desenvolveram uma base composta por 7.922 musicas associadas a 183
emogodes listadas na plataforma AllMusic®. Para mais, as musicas selecionadas
representam seis géneros musicais populares: a) blues; b) country; c) jazz; d) rhythm
and blues (R&B); e) rap; e f) rock.

Song, Dixon e Pierce (2012) utilizaram a Last.FM no desenvolvimento de uma
base de dados com 2.904 musicas associadas a quatro estados afetivos: a) feliz
(happy); b) irritado (angry); c) triste (sad); e d) relaxado (relaxed). Por fim, Cano e
Morisio (2017) adotam a mesma estratégia de Song, Dixon e Pierce (2012) no que diz

5 Disponivel em: https://www.allmusic.com/moods. Acesso em: 06 maio 2021.



62

respeito a plataforma e as emocdes para elaborarem duas bases de dados destinadas
ao reconhecimento de emogdes em musicas considerando as letras como principal
recurso.

No entanto, é preciso ressaltar que as informagdes disponiveis nas
plataformas digitais podem estar seriamente comprometidas (Chaturvedi et al., 2021),
principalmente por ndo apresentarem a homogeneidade e o controle que anotagdes
oriundas de um ambiente experimental controlado sdo capazes de fornecerem
(Aljanaki; Wiering; Veltkamp, 2016).

Em relagcdo a coleta de musicas rotuladas junto a uma amostra, essa
estratégia costuma ser conduzida por meio da consulta a voluntarios, quer sejam
especialistas (musicos, psicologos etc.) ou ndo. Nessa abordagem, € possivel citar
como exemplo os trabalhos realizados por Chen, Y. H. et al. (2015); Zhang et al.
(2017); Zhang, K. et al. (2018); Hizlisoy, Yildirim e Tufekci (2021).

Chen, Y. H. et al. (2015) recorreram a 665 voluntarios para desenvolverem a
base de dados nomeada como AMG1608, cujo total de registro é de 1.608 musicas
com 30 segundos de duragdo, apresentando valores correspondentes a valéncia e a
excitacdo. Em sua pesquisa, Zhang et al. (2017) desenvolveram uma base de dados
com 171 musicas populares chinesas para representar as emogdes exuberancia,
ansiedade, depressao e contentamento.

O processo de rotulagem foi conduzido por 10 voluntarios. Por sua vez, para
a construgdo da base denominada PMEmo, Zhang, K. et al. (2018) recorreram a 457
voluntarios para a anotacédo de 794 musicas pop. Em termos representativos, os 457
voluntarios do estudo correspondem a: a) 366 universitarios chineses sem formagao
musical; b) 44 estudantes chineses cursando Musica; e c) 47 falantes de lingua
inglesa.

Hizlisoy, Yildirim e Tufekci (2021) construiram uma base composta por 124
cangdes tradicionais turcas e que representam valores de valéncia e excitagdo em
uma escala de -5 a 5 para cada uma das duas dimensdes. Neste estudo, a anotacao
foi realizada por 21 estudantes voluntarios com grande conhecimento acerca da
musica turca e com habilidades para tocar instrumentos musicais.

Do ponto de vista da “qualidade” dos dados, o uso de anotagdes fornecidas
por seres humanos possibilita, de certa forma, a verificacdo da consisténcia das
informagdes fornecidas por meio, por exemplo, de testes estatisticos como o Alfa de

Cronbach (Aljanaki; Yang; Soleymani, 2017), cujo resultado permite estimar a
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confiabilidade de escalas (Field; Males; Field, 2012). Além disso, a coleta de dados
de forma controlada pode proporcionar o enriquecimento desse processo,
possibilitando a coleta de indicadores fisioldgicos e a exclusao de fatores externos que
possam influenciar o resultado (Aljanaki; Wiering; Veltkamp, 2016).

Entretanto, conduzir um processo de anotagdo por amostra € trabalhoso e
demorado (Aljanaki; Wiering; Veltkamp, 2016; Aljanaki; Yang; Soleymani, 2017;
Zhang, K. et al., 2018), tendo em vista a subjetividade inerente a tarefa e a
necessidade de muitas anotagbes para cada musica (Aljanaki; Yang; Soleymani,
2017), especialmente se este processo for realizado em um ambiente experimental
controlado (Zhang, K. et al., 2018).

2.4.2 Extracao de caracteristicas para o reconhecimento de emocdes em musicas

Uma das etapas mais importantes para a construcdo de sistemas de REM
consiste na extracado de caracteristicas relacionadas ao conteudo musical (Zhang, K.
et al., 2018; Russo et al., 2020). O objetivo nessa etapa é transformar o conjunto de
musicas selecionado em caracteristicas que possam descrevé-lo totalmente como,
por exemplo, componentes acusticos e musicais das cangdes (Yang; Dong; Li, 2017)
relacionados ao timbre, ao ritmo e a harmonia (Yang; Chen, 2011), assim como as
letras das cangdes (Yang; Dong; Li, 2017).

Todavia, extrair caracteristicas exige uma analise profunda do conteudo e das
caracteristicas musicais (Medina; Beltran; Baldassarri, 2020) e, antes dessa etapa, €
necessario adotar dois procedimentos referentes ao pré-processamento: a)
padronizagcao dos dados; e b) definigdo da duragdo dos registros (Yang; Dong; Li,
2017). Em relacdo a padronizagcdo dos dados, este procedimento consiste em
transformar os dados brutos (arquivos de musicas) em um formato mais “adequado”
para a analise (Chaturvedi et al., 2021).

Nesse sentido, uma pratica comum é adotar um formato padrao para todos os
arquivos como, por exemplo, estabelecendo uma frequéncia de amostragem de
22.0050 Hz, com precisao de 16 bits e canal mono (Yang; Chen, 2011; Zhang et al.,
2017; Chaturvedi et al., 2021). Além dessa agao, outro procedimento relacionado a
padronizacao dos dados consiste em definir a duragdo das cangdes selecionadas.

Nessa questao, Yang, Dong e Li (2017) visualizaram em seu estudo de revisao,

que a duragdao média das amostras adotadas pelos pesquisadores correspondia a
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segmentos de 25 a 30 segundos. Essa duragao corresponde a visao de Yang e Chen
(2011), que consideram que amostras de 20 a 30 segundos sao suficientemente
representativas.

Chaturvedi et al. (2021) afirmam que é possivel trabalhar com amostras
representativas considerando segmentos com 20 a 60 segundos de duragao,
enquanto Grekov (2018) argumenta que os seis segundos iniciais sdo a menor
duracdo para que especialistas consigam detectar o conteudo afetivo para uma
determinada amostra. Contudo, para realizar a segmentagao das cangodes, é prudente
evitar segmentos ndo representativos, como momentos de siléncio ou interferéncias
como aplausos (Dufour; Tzanetakis, 2018).

Apos os procedimentos de pré-processamento, € necessario selecionar
caracteristicas para se construir um sistema de REM. Nesse sentido, essas podem
ser divididas em dois grandes grupos compostos por: a) recursos de audio; e b)
recursos fisioldgicos induzidos pela musica (Zhang et al., 2019). Esses grupos
assemelham-se aos apresentados no trabalho de Xu et al. (2020) (FIGURA 11).

Embora Xu et al. (2020) considerem a existéncia de trés grupos, visualiza-se
que os dados demograficos (sexo, idade etc.) e questbes acerca dos habitos e
habilidades musicais dos usuarios (Yang et al., 2007; Xu et al., 2020) ndo exigem um
processo de extracéo, sendo a coleta conduzida sem a necessidade de o usuario estar

escutando musicas, por exemplo (Xu et al., 2020).
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FIGURA 11 - EXEMPLOS DE CARACTERISTICAS PARA O RECONHECIMENTO DE EMOGOES

EM MUSICAS
Informacgéo musical Dados em tempo real
Caracteristicas extraidas do Avaliagdo subjetiva Avaliagao objetiva Contexto
audio
Emoco sentida Emocio percebida Fisico
Intensidade Familiaridade Género musical percebido Temporal
Ritmo
Tempo
Sinais fisiologicos
Qutras caracteristicas Condutancia da pele

Fulso
Género musical
Letras
Sinais cerebrais

EEG
Functional Magnetic Resonance Imaging (IMRI)

Direto da miisica Coletados durante ou logo apos a audigao

Dificuldade de aquisicédo
FONTE: Adaptado de Xu et al. (2020, p.3).

Conforme observa-se na FIGURA 11, o primeiro grupo de caracteristicas é
obtido diretamente do audio (musicas), sem considerar os dados dos usuarios (Zhang
et al., 2019; Xu et al., 2020). Trata-se do grupo mais empregado em estudos de REM
(Xu et al., 2020), contemplando caracteristicas ligadas aos elementos musicais como
ritmo, intensidade, melodia e timbre (Yang; Chen, 2011; Xu et al., 2020), além de
outras possibilidades, como as letras das cangdes (Xu et al., 2020).

Em relagéo as caracteristicas extraidas diretamente do audio, uma breve lista

com algumas possibilidades é apresentada no QUADRO 14.

QUADRO 14 - EXEMPLOS DE CARACTERISTICAS EXTRAIDAS DIRETAMENTE DO AUDIO

Dinamica Harmonia Melodia Ritmo Timbre
Mel-Frequency Cepstral
LRO:; el:.'r;?eorg%/ Chromagram: Key Pitch Beat Spectrum; Coefficients (MFCCs);
Mean ’S quare | Strength; Moaa lity Estimation; | Beats Loudness | Spectral Centroid; Spectral
(RMS): Es tin"la tion Pitch Onset; Tempo Flatness; Spectral Flux;
Volu mé Strength Estimation Spectral Rolloff; Zero-
crossing rate (ZCR)

FONTE: Adaptado de Panda, Malheiro e Paiva (2020a, p. 616).

Para a extracao das caracteristicas associadas diretamente ao audio, é
comum recorrer a um conjunto de técnicas relacionadas a Transformada de Fourier
(Mckay, 2010; Mdller, 2015), sendo essas: a) a transformada discreta de Fourier (do
inglés Discrete Fourier Transform (DFT)) (Mckay, 2010; Mdaller, 2015); b) a
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transformada rapida de Fourier (do inglés fast Fourier transform (FFT)) (Mckay, 2010;
Miiller, 2015); e c) a transformada de Fourier de tempo curto (do inglés Short-Time
Fourier Transform (STFT)) (Elbier et al., 2018; Mueller; Mcfee; Kinnaird, 2021).

Para mais, destaca-se que o processo de extragdo de caracteristicas
diretamente do audio pode ser conduzido por meio de diferentes softwares e
bibliotecas disponiveis (Panda; Rocha; Paiva, 2015; Medina; Beltran; Baldassarri,
2020), conforme apresenta-se no QUADRO 15.

QUADRO 15 - EXEMPLOS DE FERRAMENTAS UTILIZADAS PARA A EXTRACAO DE
CARACTERISTICAS RELACIONADAS AO AUDIO

Ferramenta Enderec¢o Referéncia

Essentia https://essentia.upf.edu/ Bogdanov et al. (2013)

JAudio https://sourceforge.net/projects/jaudio/ McKay (2010)

Librosa https://librosa.org/ McFee et al. (2015)

Marsyas http://marsyas.info/index.html Tzanetakis e Cook (2000)
MIRToolbox https://bityli.com/3f5UJ Lartillot, Toiviainen e Eerola (2008)
openSMILE https://www.audeering.com/opensmile/ Eyben, Wdllmer e Schuller (2010)
PsySound3 http://www.psysound.org/ Cabrera, S. Fergz;(s)gl;)and E. Schubert
FONTE: Elaborado a partir de Aljanaki, Yang e Soleymani (2017, p. 15); Dufour e Tzanetakis (2018,

p.5).

Além das caracteristicas ligadas ao sinal de audio, é possivel incorporar outros
elementos extraidos diretamente das musicas, como os associados as letras, por
exemplo. Para essas caracteristicas, o emprego de procedimentos de mineragéo de
texto (Malheiro et al., 2018; Wang; Su; Wongchaisuwat, 2021) permite a obtencao de
caracteristicas como Bag-of-Words (BOW), Part-of-Speech (POS), Term Frequency-
Inverse Document Frequency (TF-IDF) e N-Grams (Malheiro et al., 2018; Patra; Das;
Bandyopadhyay, 2018; Chatarin et al., 2020; Wang; Su; Wongchaisuwat, 2021).

Por fim, em relagdo as caracteristicas fisiologicas obtidas durante a audigcao
(tempo real) (Zhang et al., 2019; Xu et al., 2020), a coleta dessas caracteristicas ocorre
em virtude das seguintes hipoteses: a) sinais fisiologicos possibilitam a extracao de
informagdes ricas relacionadas as emogdes induzidas; b) é possivel capturar

variagbes fisioldgicas induzidas pela audicdo de musica; e c) pode-se conseguir
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melhores resultados ao se combinar dados fisioldégicos aos recursos provenientes do
audio (Zhang et al., 2019).

Como exemplos de caracteristicas inseridas neste grupo, encontram-se
aquelas baseadas em indicadores coletados com o auxilio de instrumentos
especificos, como EEG, eletrocardiograma (ECG), reconhecimento de voz, condugao
pela pele, frequéncia cardiaca e respiratéria, temperatura dos dedos, gestos,

movimento do musculo facial, entre outros (Hsu et al., 2018).

2.4.3 Abordagens emocionais consideradas para o reconhecimento de emogdes em

musicas

No estudos de REM, visualiza-se a busca pelo reconhecimento de uma das
seguintes categorias de emocgdes: a) emogdes percebidas, que representam a
percepgdo emocional do ouvinte ao ouvir uma determinada musica; b) emogdes
induzidas pela musica, que contemplam as emocgodes “sentidas” pelo ouvinte, e que
podem ser diferentes das emocdes percebidas; e ¢) emocdes transmitidas, quando
deseja-se reconhecer a emogao que o compositor ou intérprete almejou transmitir com
a sua obra (Yang; Chen, 2011; Panda; Malheiro; Paiva, 2020a).

Em termos de taxonomia, as pesquisas de REM seguem as abordagens
tradicionais dominantes dos estudos sobre emocgdes (abordagem categorica ou
dimensional), permitindo a construgdo, por exemplo, de sistemas destinados ao
reconhecimento de emocgdes basicas ou a identificagao de valores correspondentes a
valéncia e a excitagao fornecidos por modelos dimensionais, como os desenvolvidos
por Russell (1980) e Thayer (1989) (Kaminskas; Ricci, 2012; Dufour; Tzanetakis,
2018; Hsu et al., 2018; Chaturvedi et al., 2021; Hizlisoy; Yildirim; Tufekci, 2021).

Contudo, além das abordagens construidas a partir de taxonomias
tradicionais das emogdes, € possivel visualizar o uso de taxonomias mais alinhadas
ao estudo sobre emoc¢des musicais, como as propostas de Hevner (1936) (Yang;
Dong; Li, 2017; Dufour; Tzanetakis, 2018) e Zentner, Grandjean e Scherer (2008)
(Aljanaki; Wiering; Veltkamp, 2016; Aljanaki; Yang; Soleymanl, 2017), além de
alternativas customizadas, como os clusters emocionais elaborados por Hu e Downie
(2007) (Aljanaki; Yang; Soleymani, 2017; Dufour; Tzanetakis, 2018).

A taxonomia proposta por Hevner (1936) consiste em um checklist composto

por 66 adjetivos emocionais divididos em oito clusters homogéneos. Os clusters
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propostos formam uma escala mais ou menos continua, que ja considera possiveis
erros relacionados as divergéncias entre os anotadores acerca das definicdes
precisas dos adjetivos, além de possiveis interferéncias provocadas pelas condigcoes
fisiologicas e o efeito de humores momentédneos no momento da audicéo (Hevner,

1936; Dufour; Tzanetakis, 2018).

Uma adaptacao da proposta de Hevner (1936) é apresentada na FIGURA 12.

FIGURA 12 - MODELO DE HEVNER (1936)

[
Divertido
Jubiloso
1 Alegre 5
Divertido Feliz Humorado
Arrojado Animado Brincalhdo
Triunfante Brilhante Extravagante
Dramatico Fantasioso
Apaixonado Estranho
Sensacional Esperto
Agitado Delicado
Emocionante Leve
Impetuoso Gracioso
Inguieto
8 4
Vigoroso Lirico
Robusto Vagaroso
Enfatico Satisfatorio
Marcial Sereno
Pesado Tranquilo
Majestoso Quieto
Exaltado Calmante
1 3
Espiritual 2 Sonhador
Elevado Patetico Dacil
Inspirador Doloroso Sensivel
Digno Triste Sentimental
3acro Pesaroso Ansioso
Solene Tragico Maostalgico
Sabrio Melancalico Suplicante
Sério Frustrado Queixoso
Deprimente
Sombrio
Denso
Tenebroso

FONTE: Adaptado de Hevner (1936, p. 249).

Posteriormente, a taxonomia de Hevner (1936) foi atualizada por Schubert
(2003). O autor conduziu um experimento com 133 individuos com pelo menos um
ano de estudo universitario em Musica, no qual o numero de adjetivos foi reduzido

para 46, e o numero de clusters aumentado para nove (Schubert; 2003; Dufour;
Tzanetakis, 2018), conforme observa-se no QUADRO 16.



69

QUADRO 16 - ATUALIZACAO DO MODELO E HEVNER (1936) POR SCHUBERT (2003)

Cluster Adjetivos
A Alegre, Animado, Feliz, Jubiloso
B Humoristico, Leve, Lirico, Divertido, Brincalhdo
C Calmo, Delicado, Gracioso, Quieto, Relaxado, Sereno, Tranquilo, Sensivel, Sossegado
D Sonhador, Sentimental
E Tragico, Nostalgico
F Tenebroso, Depressivo, Sombrio, Melancdélico, Pesaroso, Triste, Solene
G Pesado, Majestoso, Sacro, Sério, Espiritual, Vigoroso
H Dramatico, Emocionante, Divertido, Apaixonado, Sensacional, Elevado, Triunfante
I Agitado, Nervoso, Inquieto, Tenso

FONTE: Adaptado de Schubert (2003, p.1121).

Outra taxonomia relacionada as emocgdes musicais consiste na Geneva
Emotional Music Scale (GEMS) desenvolvida por Zentner, Grandjean e Scherer
(2008). Trata-se de uma escala especifica para descrever emogdes induzidas pela
musica (Aljanaki; Wiering; Veltkamp, 2016).

A escala original € composta por nove fatores de primeira ordem validados a
partir de analises fatoriais exploratorias e confirmatdrias (Zentner; Grandjean; Scherer,
2008; Chetkowska-Zacharewicz; Janowski, 2020) e mais trés fatores de segunda
ordem (Zentner; Grandjean; Scherer, 2008; Aljanaki; Wiering; Veltkamp, 2016),

conforme apresenta-se no QUADRO 17.
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QUADRO 17 - ESCALA GEMS PROPOSTA POR ZENTNER, GRANDJEAN E SCHERER (2008)

Fatores de

Segunda Ordem Fatores de Primeira Ordem Explicagcao
Espanto/Admiragao Diz respeito aos sentimentos de
(Amazement/Wonder) admiracao e felicidade
Solenidade/Transcendéncia Sensacédo de transcendéncia e inspiragéo
(Solemnity/ Transcendence) ¢ pirag
Sublimidade Vigor (Power) Sentir-se forte, heroico, triunfante e
(Sublimity) 9 enérgico

Ternura (Tenderness)

Relacionado a sensualidade, ao afeto e
ao amor

Nostalgia (Nostalgia)

Sentir-se sonhador e melancélico

Vitalidade (Vitality)

Calma/ Paz
(Calmness/Peacefulness)

Referente aos sentimentos de
relaxamento, serenidade e meditacao

Alegria (Joyful Activation)

Relacionado a vontade de dancar; sentir-
se animado e saltitante; divertir-se

Inquietagao
(Unease)

Tens&o (Tension)

Sentir-se nervoso, impaciente e irritado

Tristeza (Sadness)

Sentir-se deprimido e triste

FONTE: Adaptado de Zentner, Grandjean e Scherer (2008, p. 507) e Aljanaki, Wiering e Veltkamp

(2016, p. 118).

E preciso ressaltar que os termos em negrito - amazement, solemnity e

calmness - sao sindbnimos propostos por Aljanaki, Wiering e Veltkamp (2016) em

virtude de os autores visualizarem, em outros estudos, indicios de dificuldades na

compreensao dos termos originais wonder, transcendence e peacefulness.

Por fim, uma alternativa para o reconhecimento de emog¢des em musicas

baseada no uso de plataformas digitais consiste nos clusters propostos por Hu e
Downie (2007) (QUADRO 18).



QUADRO 18 - CLUSTERS EMOCIONAIS PROPOSTOS POR HU E DOWNIE (2007)

71

Cluster 1 Cluster 2 Cluster 3 Cluster 4 Cluster 5
Turbulento Amigavel/Boa indole Letrado Espirituoso Volatil
Vibrante Doce Melancolico | Engragado Impetuoso
Confiante Divertido Agridoce Excéntrico Visceral
Violento Brincalhdo Outonal Irénico Agressivo
Apaixonado Alegre Taciturno | Exagerado | Tenso/Ansioso
Pungente Peculiar Intenso
Bobo

FONTE: Adaptado de Hu e Downie (2007, p.2).

Esta abordagem customizada é composta por 29 roétulos emocionais
organizados em cinco clusters com termos semanticamente semelhantes (Hu;
Downie, 2007; Dufour; Tzanetakis, 2018). A definicdo desses roétulos é resultado de
uma analise estatistica das anotacdes dos metadados de humor presentes no site
AllMusic (Hu; Downie, 2007; Dufour; Tzanetakis, 2018).

2.4.4 Algoritmos empregados para o reconhecimento de emog¢des em musicas

Normalmente, as abordagens relacionadas ao REM apresentam-se como
problemas de classificagdo ou regressao (Kim et al., 2010; Wu et al., 2014; Yang;
Dong; LI, 2017), conforme observa-se na FIGURA 13.
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FIGURA 13 - POSSIBILIDADES DE ABORDAGENS PARA O RECONHECIMENTO

DE EMOCOES EM MUSICAS

' A ' 3
. | Emocdo;=y;
Single-label " (1 € (Felicidade, Tristeza, ...})
Classificacio - o ~ o
's ™ 's n'
Emocies Multi_label o Bmogiog=[vy, ¥y _ ¥a]
(Nominal) ) (»; € {Felicidade, Tristeza, ...})

\. J \. J/

' ™ ' )

Emogdo = [p(ydh PO, P(¥n)]

Segmentos Fuzzy " p=1
Musicais L ) (¥; € {Felicidade, Tristeza, ...})
n v
(515 514 ones 5y
'S ™ 's ™
Regressio Valores o emogdo, = [vy, €]
Numéricos ;& € [F1,1]
\ J \, v
Emaocies
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| Valores Continuos | emogiog=-f (v, e;)

(Probahilidade e.g. emocdoy ~N(ly, i, &y, 0y, 7))
\. J A\ J

FONTE: Adaptado de Yang, Dong e Li (2017, p. 375).

Em relagao as abordagens de REM cujo objetivo manifesta-se em problemas

de classificagdo, observa-se que estas podem ser divididas em trés grupos: a) single-

label; b) multi-label; e c) fuzzy (Yang; Dong; LI, 2017). Um problema classificado como

single-label consiste em um experimento no qual um segmento musical é associado

a um unico rotulo emocional, correspondente a um adjetivo (felicidade, tristeza etc.)

(Trohidis et al., 2008; Yang; Dong; Li, 2017). Nesta categoria, por exemplo, 0s

algoritmos empregados representam métodos tradicionais de aprendizado de

maquina, além de arquiteturas de deep learning (QUADRO 19).
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QUADRO 19 - EXEMPLOS DE ALGORITMOS EMPREGADOS (CLASSIFICACAO SINGLE-LABEL)

Algoritmos

Empregado em

CNN

Chaudhary; Singh e Singh (2020)

Convolutional Long Short-Term
Memory Deep Neural Network

Hizlisoy, Yildirim e Tufekci (2021)

(CLDNN)
RF Wang e Sun (2019); Hizlisoy, Yildirim e Tufekci (2021)
K-NN Bai et al. (2017); Wang e Sun (2019); Hizlisoy, Yildirim e

Tufekci (2021)

Logistic Regression

Wang e Sun (2019)

Long Short-Term Memory (LSTM)

Hizlisoy, Yildirim e Tufekci (2021)

SVM

Bai et al. (2017); Panda, Malheiro e Paiva (2020a); Wang e
Sun (2019); Chaudhary; Singh e Singh (2020); Hizlisoy,
Yildirim e Tufekci (2021)

FONTE: O autor (2021).

Concernente a classificacao multi-label, este tipo de abordagem possibilita a

classificagdo de um segmento musical em uma série de categorias de emogao

(Trohidis et al., 2008; Yang; Dong; Li, 2017), por meio de um conjunto de algoritmos

especificos como os listados no QUADRO 20.



74

QUADRO 20 - EXEMPLOS DE ALGORITMOS EMPREGADOS (CLASSIFICACAO MULTI-LABEL)

Algoritmos Empregado em
2BR Trohidis et al. (2011)
Binary Relevance (BR) Trohidis et al. (2008, 2011); Wu et al. (2014)
Calibrated Label Ranking (CLR) Trohidis et al. (2011)
HMER Wu et al. (2014)
Label Powerset (LP) Trohidis et al. (2008, 2011); Wu et al. (2014)
M3LDA Wu et al. (2014)
Muilti-label back-propagation (BP-MLL) Trohidis et al. (2011)
Muilti-label k-nearest neighbor (ML-k-NN) Trohidis et al. (2008, 2011)
Random K-Labelsets (RAKEL) Trohidis et al. (2008, 2011); Wu et al. (2014)
Random Wu et al. (2014)

FONTE: O autor (2021).

O uso da logica fuzzy em trabalhos de REM apresenta-se como um tipo
especifico de classificagdo multi-label, com a caracteristica de representar a
pertinéncia de um segmento musical a uma série de categorias de emogao (Yang; Liu;
Chen, 2006; Yang; Dong; Li, 2017). Relacionado aos algoritmos fuzzy ja empregados

em estudos anteriores, uma breve relagao € apresentada no QUADRO 21.
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QUADRO 21 - EXEMPLOS DE ALGORITMOS EMPREGADOS (CLASSIFICACAO FUZZY)

Algoritmos

Empregado em

Fuzzy k-NN (FK-NN)

Yang, Liu e Chen (2006); Bai et al. (2017)

Fuzzy Nearest-Mean (FNM)

Yang, Liu e Chen (2006)

Neuro-Fuzzy Networks Classification (NFNC) Bai et al. (2017)

FONTE: O autor (2021).

Para problemas de REM baseados na tarefa de regressao, duas possibilidades

sdo visualizadas: a) regressdo destinada a valores numeéricos; e b) regressao de

distribuicdo de probabilidade continua (Yang; Dong; Li, 2017). No tocante aos

algoritmos utilizados nessas abordagens, alguns exemplos sdo apresentados no
QUADRO 22.

QUADRO 22 - EXEMPLOS DE ALGORITMOS EMPREGADOS PARA O RECONHECIMENTO DE
EMOCOES EM MUSICAS (REGRESSAO)

Tipo Algoritmos Trabalhos
AdaBoost.RT (BoostR) Yang et al. (2008)
Bayesian Ridge Xu et al. (2020)
k-NN Xu et al. (2020)
Numérica Multiple Linear

Regression (MLR)

Yang et al. (2008); Wang et al. (2012); Xu et al. (2020)

Random Forest

Xu et al. (2020)

SVR

Yang et al. (2008); Wang et al. (2012, 2015); Zhang,
K. et al. (2018); Xu et al. (2020)

Probabilidade

Acoustic Emotion
Gaussians (AEG)

Wang et al. (2012, 2015)

FONTE: O autor (2021).

Como diferencgas entre as duas abordagens, Yang, Dong e Li (2017) afirmam

que: a) a busca por valores numéricos como resultado evita a ambiguidade dos

modelos categoricos de emogdes, contudo, os resultados podem ser afetados pela

subjetividade existente no processo de anotagado; e b) trabalhar com valores de

probabilidade tende a capturar as diferentes experiéncias relacionadas a emogao que
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as pessoas possuem ao escutar a mesma musica, além de reduzir os aspectos
subjetivos e auxiliar na construgao de sistemas com maior grau de personalizagao.
Finalizado o tema reconhecimento de emog¢des em musicas, a proxima

tematica analisada consiste nas diferentes arquiteturas de deep learning.

2.5 DEEP LEARNING

Deep learning (em portugués, aprendizado profundo) € um subcampo
especifico do aprendizado de maquina (Chollet, 2018; Hosseini et al., 2020) baseado
em redes neurais artificiais (Aldweesh; Derhab; Emam, 2020; Khan et al., 2021). As
aplicagcbes dos métodos oriundos desse subcampo podem ser visualizadas em
diferentes areas de pesquisa, como reconhecimento de fala e imagem,
processamento de linguagem natural, filtragem de redes sociais, sistemas de
recomendagdo, visdo computacional (Aldweesh; Derhab; Emam, 2020;
Rezaeianjouybari; Shang, 2020; Zhou; Liu; Gravelle, 2020), entre outras aplicagcdes
(Aldweesh; Derhab; Emam, 2020).

O principio basico desse subcampo consiste no uso de arquiteturas dotadas
de camadas sucessivas com capacidade de aprendizagem automatica (Lecun;
Bengio; Hinton, 2015; Wan et al., 2019), destinadas ao reconhecimento de varios
niveis de representagdes de dados (Chollet, 2018; Pouyanfar et al., 2018; Young et
al., 2018). Nesse aspecto, essas arquiteturas podem apresentar dezenas ou centenas
de camadas (Chollet, 2018), que aumentam o potencial de aprendizagem, melhorando
o desempenho quanto a precisao em problemas de classificacao e a redugao do erro
em problemas de regressao (Kamilaris; Prenafeta-Boldu, 2018).

Em termos de caracteristicas, é possivel descrever as arquiteturas de deep
learning a partir das seguintes particularidades: a) a necessidade de um grande
volume de dados para o treinamento; b) a dependéncia de boa estrutura de hardware,
como o uso de Graphics Processing Unit (GPU), uma vez que essas arquiteturas
realizam muitas operagdes baseadas em matrizes; c) a redugdo do esfor¢o para
extragdo de recursos para a criagcdo de modelos; d) a resolugédo de problemas de
ponta a ponta (end-to-end); e) tempo elevado para o treinamento dos modelos; e f) o
baixo grau de interpretabilidade dos resultados (Xi ef al., 2018).

Em comparagdo com as abordagens de aprendizado de maquina, que

apresentam capacidade limitada de extracao e processamento de caracteristicas para
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representar dados (Lecun; Bengio; Hinton, 2015), as arquiteturas de deep learning
podem se aproveitar de uma grande quantidade de exemplos para extrair recursos de
alto nivel (Zhang, Q. et al., 2018), permitindo que determinadas arquiteturas superem
0 que existe de mais moderno em tarefas de reconhecimento de padrbes (Zhou; Liu;
Gravelle, 2020).

Em relacdo a taxonomia de arquiteturas de deep learning existentes,
visualiza-se varias abordagens desenvolvidas para atender a diferentes propdsitos
(Akkus et al., 2017). Todavia, € possivel agrupar as diferentes arquiteturas em trés
grandes classes: a) arquiteturas discriminativas; b) arquiteturas generativas; e c)
arquiteturas hibridas (Fadlullah et al., 2017; Aldweesh; Derhab; Emam, 2020;
Rezaeianjouybari; Shang, 2020).

Arquiteturas discriminativas sdo aquelas que modelam a probabilidade
condicional de um resultado (output), baseando-se nos dados observados (inputs)
(Rezaeianjouybari; Shang, 2020). Essas arquiteturas apresentam-se como
adequadas para problemas de classificagdo ou reconhecimento de padrdes (Fadlullah
et al., 2017). Por sua vez, as arquiteturas generativas verificam as propriedades de
correlagao de alta ordem dos dados de entrada para fins de sintese (Fadlullah et al.,
2017), por exemplo, além de possibilitarem a geracao de insténcias aleatorias
(Rezaeianjouybari; Shang, 2020). Por fim, as arquiteturas hibridas combinam as
particularidades das arquiteturas discriminativas e generativas (Fadlullah et al., 2017;
Rezaeianjouybari; Shang, 2020).

Tendo em vista a necessidade de compreender as diferentes arquiteturas de
deep learning, na sequéncia um conjunto de arquiteturas empregadas em abordagens
baseadas em deep learning é apresentado (Aldweesh; Derhab; Emam, 2020;
Fadlullah et al., 2017; Pouyanfar et al., 2018; Zhang, Q. et al., 2018; Grigorescu et al.
2020; Gao, J. et al., 2020; Wan et al., 2020; Zhou; Liu; Gravelle, 2020;
Rezaeianjouybari; Shang, 2020).
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2.5.1 Multilayer Perceptron

A arquitetura perceptron multicamadas (multilayer perceptron (MLP)) é
considerada a arquitetura de deep learning mais simples existente (Rezaeianjouybari;

Shang, 2020), cujas caracteristicas basicas residem em

a) cada neurénio na rede inclui uma fungao de ativagao nao linear que é
diferenciavel;

b) a rede contém uma ou mais camadas ocultas dos nés de entrada e
saida;

c) a rede exibe um alto grau de conectividade, cuja extensdo é
determinada pelos pesos sinapticos da rede (Haykin, 2009, p. 123, tradugao
nossa).

Quanto a sua estrutura (FIGURA 14), uma arquitetura MLP apresenta uma
camada de entrada com neurbnios que atuam como receptores; uma ou mais
camadas ocultas de neurdnios que computam os dados e passam por iteragoes, e,
por fim, a ultima camada representa a saida que prevé o resultado (Desai; Shah,
2021).

FIGURA 14 — ARQUITETURA MLP COM DUAS CAMADAS OCULTAS

Camada de entrada Primeira camada oculta Segunda camada oculta Camada de saida

FONTE: Adaptado de Haykin (2009, p. 124).

Com base na FIGURA 14, observa-se uma arquitetura totalmente conectada,
com cada neurdnio de uma camada conectado a todos os neurdnios da camada
anterior, e os sinais da rede progridem em uma direcéo direta, da esquerda para a

direita e camada por camada (Haykin, 2009).
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Outrossim, uma MLP consiste em uma rede neural do tipo feedforward, e que
emprega a retropropagacao (backpropagation) no seu aprendizado (Desai; Shah,
2021), que ocorre de maneira superviosionada (Turkoglu; Kaya, 2020). Além disso, o
processo € iterativo, visando a minimizagcdo do erro e ajustes de pesos (Kalteh;
Berndtsson, 2007; Khan et al., 2021).

De maneira detalhada, o treinamento de uma MLP ocorre em duas fases: na
primeira, denominada fase direta (forward phase), os pesos sinapticos da rede sao
fixos e o sinal de entrada é propagado pela rede, camada por camada, até atingir a
saida; na segunda, a fase de retorno (backward phase), um sinal de erro é produzido
comparando a saida da rede com uma resposta desejada. O sinal de erro resultante
€ propagado através da rede, novamente camada por camada, mas, desta vez, a
propagacao é realizada no sentido inverso. Nesta segunda fase, séo feitos sucessivos
ajustes nos pesos sinapticos da rede (Haykin, 2009).

Com relagao aos sinais produzidos na MLP, visualizam-se dois tipos: a) sinal
de funcao (function signals), que se propaga para frente, neurénio por neurénio,
através da rede; e b) sinal de erro (error signals), que se origina em um neurdnio de
saida da rede e se propaga para tras (camada por camada) através da rede (Haykin,

2009). A representacéo grafica desses sinais é apresentada na FIGURA 15.

FIGURA 15 - SINAIS (MLP)

—= Sinais de fungao

-—— Sinais de erro

FONTE: Adaptado de Haykin (2009, p. 125).

Finalmente, quanto as fungdes dos neurdnios ocultos em uma MLP, esses
séo responsaveis pelo: a) calculo do sinal de fungdo que aparece na saida de cada
neurdnio, que € expresso como uma fung¢ao nao linear continua do sinal de entrada e
dos pesos sinapticos associados a esse neurénio; e b) calculo de uma estimativa do

vetor gradiente (ou seja, os gradientes da superficie de erro em relacdo aos pesos
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conectados as entradas de um neurdnio), necessaria para a passagem para tras pela
rede (Haykin, 2009).

2.5.2 Autoencoders

Autoencoders (AEs) sao arquiteturas compostas por uma camada de entrada
denominada codificador (encoder), responsavel pela conversédo dos dados de entrada
em uma representagdo diferente, e uma camada de saida nomeada como
decodificador (decoder) (FIGURA 16), cuja fungéo € converter a representacao gerada
pelo encoder para o formato original (Goodfellow; Bengio; Courville, 2016; Gao, J. et
al., 2020). Além disso, entre essas camadas ha uma camada oculta destinada a

representacao de recursos de baixa dimensao (Aldweesh; Derhab; Emam, 2020).

FIGURA 16 - REPRESENTAGAO BASICA DE UM
AUTOENCODER

Codificador =~ Decodificador

(Entrada) [(Camada) [ Saida |
Oculta

FONTE: Adaptado de Aldweesh, Derhab e Emam (2020, p. 4).

O processo de codificagao realizado por um AE consiste na conversao de um
vetor de entrada x pela camada oculta h por meio de uma matriz de ponderagao w;
na sequéncia, ocorre o processo de decodificacdo, no qual ha a conversdo da camada
oculta h para o formato original, obtendo, dessa maneira, X com uma nova matriz de

ponderacao w’, teoricamente transposta de w (Liu et al., 2017).
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Uma das principais vantagens de um AE consiste na capacidade de extrair
recursos uteis de forma continua durante a propagacao e filtrar as informacdes inuteis
(Liu et al., 2017). Desse modo, normalmente, um AE é empregado para a redugao de
dimensionalidade (Aldweesh; Derhab; Emam, 2020; Khan et al., 2021), possibilitando
a preservacao do maximo de informacéo possivel ao longo do processo (Goodfellow;
Bengio; Courville, 2016).

Por fim, existem diferentes variagdes de AEs, como o Stacked Autoencoder
(SAE), uma variagcdo que corresponde ao empilhamento de varios autoencoders
(Aldweesh; Derhab; Emam, 2020; Gao, J. et al., 2020), e o Denoising Autoencoder
(DAE), que adiciona intencionalmente ruido aos dados de treinamento e,
posteriormente, realiza o treinamento com esses dados corrompidos, tendo como o
objetivo a recuperagao de uma versdo sem ruido dos dados, como forma de obter

uma representacéo final refinada (Liu et al., 2017; Gao, J. et al., 2020).

2.5.3 Convolutional Neural Network

Uma Rede Neural Convolucional (Convolutional Neural Network (CNN)) é
uma arquitetura de deep learning com grande aplicacdo no estudo de imagens
(Aldweesh; Derhab; Emam, 2020; Hosseini et al., 2020), como segmentagao e
classificacao (Akkus et al., 2017), além de abordagens de visdao computacional
(Dhillon; Verma, 2020). Outrossim, verifica-se o uso dessa arquitetura em areas como
reconhecimento de caligrafia, deteccdo de rostos, reconhecimento de fala,
processamento de linguagem natural e sistemas de recomendagéao (Liu et al., 2017,
Hosseini et al., 2020).

Trata-se de uma arquitetura do tipo feedforward (Wan et al., 2020) - a
informacéo é direcionada para a proxima camada -, composta, basicamente, por trés
tipos de camadas: a) convolucional; b) pooling; e c) totalmente conectada (WAN et al.,
2017; Pouyanfar et al., 2018; Zhang, Q. et al., 2018; Rezaeianjouybari; Shang, 2020).
Uma representagao basica de uma arquitetura CNN pode ser visualizada na FIGURA
17.
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FIGURA 17 - ESTRUTURA BASICA DE UMA CNN

Entrada

Convolucio Pooling Convolucio  Pooling Totalmente Conectada

FONTE: Adaptado de Khan et al. (2021, p. 103).

A arquitetura CNN recebe este nome por conta da camada convolucional
realizar uma operagdo matematica denominada convolugéo® (Goodfellow; Bengio;
Courville, 2016; Zhang, Q. et al., 2018; Dhillon; Verma, 2020) em vez de uma
multiplicagao geral de matrizes (Goodfellow; Bengio; Courville, 2016; Dhillon; Verma,
2020; Hosseini et al., 2020). Para mais, o uso da convolugao potencializa recursos
que tendem a melhorar o desempenho de um modelo: a) interagbes esparsas; e b)
compartilhamento de parametros (Goodfellow; Bengio; Courville, 2016; Hosseini et al.,
2020).

As interagcdes esparsas sao responsaveis por transformar o kernel do modelo
em um elemento menor do que a entrada, como, por exemplo, em modelos elaborados
para classificacao de imagens em alta resolugao, que podem apresentar milhdes de
pixels (Goodfellow; Bengio; Courville, 2016; Hosseini et al., 2020). Neste caso, o
kernel sera ajustado para trabalhar com caracteristicas mais representativas, como
contraste e bordas (Goodfellow; Bengio; Courville, 2016; Hosseini et al., 2020). Deste
modo, havera redugédo dos requisitos de memoria do modelo e incremento da sua
eficiéncia estatistica (Goodfellow; Bengio; Courville, 2016).

O compartilhamento de parametros corresponde ao uso do mesmo parametro
para mais de uma fungdo em um modelo (Goodfellow; Bengio; Courville, 2016). No
caso de uma CNN, é possivel dizer que os pesos s&o “amarrados” (tied weights), ou
seja, o valor do peso de uma entrada encontra-se atrelado (“amarrado”) ao peso
estabelecido em outra entrada (Goodfellow; Bengio; Courville, 2016; Hosseini et al.,
2020).

6 De maneira concisa, a convolugao refere-se a uma operagao matematica em duas fungdes que produz
uma terceira fungdo que expressa como a forma de uma é modificada pela outra. Este conceito é
amplamente utilizado em redes neurais convolucionais para analise de imagens (Jiménez-Luna;
Grisoni; Schneider, 2020).
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A camada de pooling é responsavel por realizar uma subamostragem, cujo
principal objetivo € reduzir a dimensdo do mapa de caracteristicas, visando, dessa
forma, diminuir o numero de parametros e calculos efetuados, minimizando o risco de
ocorréncia de sobreajuste (overfitting) (Pouyanfar et al., 2018; Dhillon; Verma, 2020).
Em termos de operacdes realizadas nessa camada, € possivel selecionar o valor
médio (average pooling) ou o maximo (max pooling) da regido analisada (Zhang, Q.
et al., 2018), ou optar por uma média ponderada (weighted average pooling)
(Goodfellow; Bengio; Courville, 2016), por exemplo.

Por fim, em uma CNN, as camadas totalmente conectadas s&o acrescentadas
proximas a saida do modelo (Kamilaris; Prenafeta-Boldu, 2018), comportando-se
como classificadores (Kamilaris; Prenafeta-Boldu, 2018; Zhang, Q. et al., 2018).
Nessas camadas, pode-se recorrer a uma funcéo - softmax, por exemplo - ou a um
algoritmo de aprendizado de maquina, como o SVM, para gerar as pontuagdes de
classificagao, de tal modo que cada pontuacao corresponda a probabilidade de uma

determinada classe para uma determinada instancia (Pouyanfar et al., 2018).

2.5.4 Deep Belief Network

A arquitetura conhecida como Deep Belief Network (DBN) (FIGURA 18)
caracteriza-se por ser uma arquitetura generativa composta por varias camadas de
variaveis latentes (Goodfellow; Bengio; Courville, 2016; Liu et al., 2017; Ozbayoglu;
Gudelek; Sezer, 2020), sem conexao intra-camadas (Goodfellow; Bengio; Courville,
2016).
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FIGURA 18 - ESTRUTURA BASICA DE UMA DBN
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FONTE: Ozbayoglu, Gudelek e Sezer (2020, p. 5).

DBNs sao arquiteturas compostas por uma pilha de camadas correspondentes
a uma arquitetura de rede neural artificial conhecida como Restricted Boltzmann
Machine (RBM) (Zhang, Q. et al., 2018; Ozbayoglu; Gudelek; Sezer, 2020), que
consiste em um modelo bipartido ndo direcionado com duas camadas, sendo uma
visivel (v) e outra oculta (h) (Zhang, Q. et al., 2018; Ozbayoglu; Gudelek; Sezer, 2020),
também sem conexao intra-camadas (Ozbayoglu; Gudelek; Sezer, 2020), conforme
visualiza-se na FIGURA 19.

FIGURA 19 - ESTRUTURA BASICA DE UMA RBM

2 ()

FONTE: Ozbayoglu, Gudelek e Sezer (2020, p. 5).

Em uma DBN, apesar de nao existirem conexdes intra-camadas, ha conexdes
entre as unidades ocultas situadas em camadas separadas (Goodfellow; Bengio;

Courville, 2016). Neste sentido, a cada duas camadas adjacentes verifica-se a
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formacao de uma RBM, de tal forma que, a camada visivel de cada RBM, tem-se uma
conexao com a camada oculta da RBM anterior (Liu et al., 2017).

Em termos de direcionamento, as conexdes presentes entre as duas camadas
superiores nado sio direcionadas; por sua vez, as demais conexdes entre todas as
outras camadas sao direcionadas, sendo representadas por setas apontadas para a
camada mais proxima dos dados (Goodfellow; Bengio; Courville, 2016).

Referente ao treinamento de uma arquitetura DNB, este é conduzido de forma
sequencial: primeiro, sao treinadas as camadas RBMs inferiores; posteriormente, ha
o treinamento para as camadas RBMs superiores (Liu et al., 2017). Este processo &
dividido em duas fases: a) a fase de pré-treinamento; e b) a fase de ajuste fino (Liu et
al., 2017; Zhang, Q. et al., 2018).

A fase de pré-treinamento é responsavel pela definicdo dos parametros
iniciais, com abordagem nao supervisionada (Liu et al., 2017; Zhang, Q. et al., 2018).
O treinamento é realizado de maneira down-up, e objetiva extrair recursos a partir da
estrutura dos dados de entrada (Liu et al., 2017). Deste modo, a primeira camada é
modelada como uma RBM, recebendo os dados de treinamento como entrada; na
sequéncia, a préxima camada oculta - também modelada como uma RBM - é treinada
a partir da saida resultante da primeira camada (Gao, J. et al., 2020)

Este processo repete-se até que a ultima camada oculta seja pré-treinada
(Gao, J. et al., 2020). Posteriormente, é realizado o ajuste fino (fine-tuning) por meio
de aprendizado supervisionado e estratégia up-down, com o objetivo de ajustar os

parametros em relagao as amostras rotuladas (Liu et al., 2017; Zhang, Q. et al., 2018).

2.5.5 Generative Adversarial Networks

Redes Adversarias Generativas (Generative Adversarial Networks (GANSs))
(FIGURA 20) consistem em arquiteturas que tém como principal caracteristica a
presenga de dois elementos em sua estrutura, denominados gerador (G) e
discriminador (D) (Aldweesh; Derhab; Emam, 2020; Rezaeianjouybari; Shang, 2020),

treinados de forma n&o supervisionada e competitiva (Habimana et al., 2020).
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FIGURA 20 - REPRESENTAGAO BASICA (GANSs)
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FONTE: Adaptado de Pouyanfar et al. (2018, p. 92:7).

Para compreender as arquiteturas GANs, pode-se atribuir a uma das redes o
papel de um falsificador, enquanto a outra assume o papel de um especialista. No
caso de problemas relacionados a imagem, por exemplo, o falsificador (G) ira criar
imagens - falsificacbes - como se fossem imagens verdadeiras; por sua vez, o
especialista (D) tera ao seu alcance as imagens geradas por G, bem como imagens
auténticas, e a sua funcao sera diferencia-las (Creswell, et al., 2018).

De forma matematica, o treinamento das arquiteturas GANs assemelha-se a
um jogo MiniMax, no qual ocorre a competicdo entre as redes geradora e
discriminadora (Pouyanfar et al., 2018; Aldweesh; Derhab; Emam, 2020;
Rezaeianjouybari; Shang, 2020). Sendo assim, enquanto ¢ captura a distribuigdo p,
sobre os dados reais t localmente; D tenta diferenciar uma amostra oriunda dos dados
de modelagem m em vez de p,, representada por p,, (Pouyanfar et al., 2018).

Neste caso, a competicdo entre essas redes estabelece uma fungao de valor
V(G, D), representada pela EQUACAOQ 1 (Pouyanfar et al., 2018).

minGmaxDV(Gr D) = Et~pdados [lOgD(t)] + Em~pm(m) [lOgD(l - D(G(m)))] (1)
Onde D(t) representa a probabilidade de que t é originaria dos dados em vez

de py, € Paados € @ distribuicdo dos dados do mundo real (Pouyanfar et al., 2018).

Neste processo de treinamento, a cada rodada, G produz amostras aleatorias de
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ruido, enquanto D recebe as amostras geradas por G junto com as amostras reais
para tentar distingui-las (Aldweesh; Derhab; Emam, 2020).

Finalmente, o modelo sera considerado estavel quando G e D atingirem o
ponto no qual nenhum deles possa ser melhorado, como de p; = pgqq0s- OU s€ja, D

ndo tem mais condi¢des de diferenciar as duas distribui¢des (Pouyanfar et al., 2018).

2.5.6 Recurrent Neural Networks

Redes Neurais Recorrentes (Recurrent Neural Networks (RNNs)) consistem
em arquiteturas destinadas, principalmente, para abordagens que envolvem dados
sequenciais, como, por exemplo, dados de séries temporais, audio, fala e idioma.
(Ozbayoglu; Gudelek; Sezer, 2020). Nessas arquiteturas, o termo “recorrente”
corresponde ao seu comportamento, que se manifesta na execugdo do mesmo calculo
em cada foken da sequéncia de dados, com cada etapa dependendo dos calculos e
resultados anteriores (Young et al., 2018).

Neste sentido, normalmente, RNNs processam sequencialmente a série de
entrada uma a uma, durante sua operacdo (Ozbayoglu; Gudelek; Sezer, 2020).
Ademais, trata-se de arquiteturas compostas por uma “memdria” de entradas
anteriores armazenadas no seu estado interno, responsavel pela aprendizagem de
recursos (Zhang, Q. et al., 2018).

Para efeitos de compreensao, uma representacao basica de uma arquitetura
RNN é apresentada na FIGURA 21.
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FIGURA 21 - ESTRUTURA BASICA DE UMA RNN
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FONTE: Adaptado de Ozbayoglu, Gudelek; Sezer (2020, p. 4).

Com base na FIGURA 21, verifica-se que o fluxo de informacédo na camada
oculta da RNN ¢ dividido em tempos discretos, com o estado do né S em tempos
diferentes de t representado como S;. Por seu turno, o valor de entrada x em tempos
diferentes é x;, enquanto o valor de saida o em tempos diferentes é representado
como o; (Ozbayoglu; Gudelek; Sezer, 2020). No final, em relagdo aos parametros U,
W e V, estes sdo sempre utilizados no mesmo passo (Ozbayoglu; Gudelek; Sezer,
2020) e representam os parametros de peso (Gao, J. et al., 2020).

Outrossim, uma RNN contém /loops de feedback para lembrar as informacdes
das unidades anteriores (Rezaeianjouybari; Shang, 2020). Desse modo, essa
arquitetura captura a dependéncia entre a amostra atual x; e a anterior x;_;, € integra
a representacao oculta anterior s;,_; na passagem para frente (Zhang, Q. et al., 2018).

A respeito das variacbes de RNNs, duas arquiteturas denominadas como
Long Short-Term Memory (LSTM) e Gated Recurrent Unit (GRU) se destacam
(Aldweesh; Derhab; Emam, 2020; Rezaeianjouybari; Shang, 2020). A arquitetura
LSTM é capaz de adequar-se para aprender dependéncias de longo prazo (Yamak;
Yujian; Gadosey; 2019; Gao, S. et al., 2020) e tem como caracteristica a presencga de
duas variaveis de estados: a primeira, conhecida como estado oculto (h); a segunda,
conhecida como estado da célula (c) (Ayzel; Heistermann, 2021).

Para mais, em sua estrutura, uma LSTM contempla trés “portdes” nomeados
como entrada (input gate), esquecimento (forget gate) e saida (output gate) (FIGURA
22) (Young et al., 2018; Yamak; Yujian; Gadosey; 2019; Ayzel; Heistermann, 2021),
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destinados a avaliar quais informagdes podem ou ndo chegar ao estado da célula
(Yamak; Yujian; Gadosey; 2019; Wan et al., 2020).

FIGURA 22 - REPRESENTAGCAO BASICA DE UMA LSTM
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FONTE: Gao et al. (2020b, p. 5).

Quanto ao funcionamento de cada portdo, o de esquecimento (f;) €
responsavel por determinar quais informacgdes seréo destinadas para longe do estado
da célula (c;); o de entrada (i;) tem como papel principal definir quais novas
informagdes serdo armazenadas no estado da célula (c;); por fim, o de saida (o;)
especifica quais informagdes do estado da célula sdo usadas como saida (o;) (Gao,
S. et al., 2020). Do ponto de vista matematico, as operagdes conduzidas dentro de

uma LSTM sao apresentadas pelo conjunto de equacdes a seguir:

fe = U(foxt + thht—l + bf) (
ir = o(Wyixe + Whihe—1 + by) (

¢ = tanh(Wycxy + Whche—1 + be) (4)
=@ 1+ ir @ &) (
0r = 0(Wyoxe + Whohe—1 + by) (
hy = octanh @ ¢, (

Onde ¢ corresponde a uma fungao sigmoide e tanh representa uma fungéo

tangente hiperbdlica. ® indica a multiplicagdo elemento a elemento de dois vetores,
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€ Wyis Whi, Wyr, Wi, Wao, Whe, Wy € Wy s80 as matrizes de pesos da rede. Enquanto
b;, bs, b, € b, representam os vieses. Por fim, f;, i, € o, s&o, respectivamente, os
portdes de esquecimento, entrada e saida (Gao, S. et al., 2020).

Em termos de aplicacao, verifica-se a construcdo de sistemas baseados em
LSTM em tarefas como: a) traducao de idiomas; b) robética; c) analise de imagens; d)
sumarizagao de documentos; e) reconhecimento de voz; f) reconhecimento de
imagem; e g) reconhecimento de caligrafia (Wan et al., 2019).

Em relagdo a arquitetura GRU (FIGURA 23), trata-se de uma tentativa de
simplificar a LSTM, unindo as duas variaveis de estado (oculto e célula) em apenas
uma variavel oculta (h) (Ayzel; Heistermann, 2021), além de uma estrutura com dois
portdes, definidos como redefinir (r) (reset gate) e atualizar (z) (update gate) (Young
et al., 2018; Ayzel; Heistermann, 2021).

FIGURA 23 - REPRESENTACAO BASICA DE UMA GRU
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FONTE: Gao, S. et al. (2020, p. 5).

Em uma GRU, o portdo de atualizagao (z) € projetado para controlar o grau
em que a informagédo de estado h;_;(c;—,) na etapa de tempo anterior t — 1 sera
destinada para a etapa de tempo atual t. Desse modo, quanto maior o valor para o
portdo de atualizagcédo, mais as informacdes de estado da etapa de tempo anterior sdo
obtidas. Quanto ao portdo de redefinicdo (r), esse controla quanta informagéo do
estado anterior € gravada no conjunto atual. Dessa forma, quanto menor for o valor
para esse portdo, menos informagdes do estado anterior serdo gravadas (Gao, S. et
al., 2020).
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Matematicamente, as operacdes conduzidas dentro de uma GRU sao

apresentadas pelo conjunto de equacgdes a seguir:

e = 6(Wyxe + Wiche g + by) (8)

zy = 0(Wyzxy + Wyphe g + by) (9)

&, = tanh(Weexy + Wi (r; ® he_y) + b) (10)
¢=(1-2)Q coor + 2z ® &) (11)

hy =c; (12)

Onde W,,., W, W,.,, € W}, séo as matrizes de pesos da rede. Enquanto b, e
b, representam os vieses. Por fim, r, e z, sdo, respectivamente, os portdes de

atualizacédo e redefinir (Gao, S. et al., 2020).

2.6 DEEP LEARNING PARA DADOS TABULARES

Embora destaquem-se em abordagens envolvendo visdo computacional,
classificagao de imagens, séries temporais e dados sequenciais, arquiteturas de deep
learning nao s&o as principais técnicas para dados tabulares - dados estruturados em
linhas e colunas -, para os quais, algoritmos tradicionais de aprendizado de maquina,
como Regresséo Logistica, k-NN, SVM e Random Forest (Alvi et al., 2021), além de
modelos mais robustos, baseados em técnicas como o Gradient Boosting (Friedman,
2001), tais como o CatBoost (Prokhorenkova et al., 2018), o LightGBM (Ke et al.,
2017), e o XGBoost (Chen; Guestrin, 2016) sao os protagonistas (Gorishniy et al.,
2021; Shwartz-Ziv; Armon, 2022).

Arquiteturas de deep learning, quando aplicadas em cenarios com dados
tabulares, enfrentam desafios como a esparsidade de dados (valores ausentes),
variaveis heterogéneas (numéricas, ordinais e categoricas) e a falta de conhecimento
prévio sobre a estrutura do conjunto de dados (Shwartz-Ziv; Armon, 2022). Contudo,
tendo em vista que podem oferecer um desempenho potencialmente maior, o uso de
arquiteturas de deep learning em dados tabulares torna-se atraente, uma vez que
permite o trabalho em cenarios “mistos”, nos quais pode-se agregar dados tabulares
e outras estruturas, como imagens e audio (Gorishniy et al., 2021).

Nesse contexto, nos ultimos anos, arquiteturas de deep learning para dados

tabulares foram desenvolvidas (Popov; Morozov; Babenko, 2020; Kadra et al., 2021),



92

dentre as quais, por exemplo, elencam-se: a) FT-Transformer (Gorishniy et al., 2021);
b) Neural Oblivious Decision Ensembles (NODE) (Popov; Morozov; Babenko, 2020);
c) TabNet (Arik; Pfister, 2021); e d) TabTransformer (Huang et al., 2020).

Para mais, além de arquiteturas especificas, problemas com dados tabulares
permitem a adaptacgéo de arquiteturas de deep learning tradicionais, como uma CNN
(1D-CNN) (Shwartz-Ziv; Armon, 2022), ou, ainda, o emprego de métodos mais
“simples”, como o caso do MLP (Gorishniy et al., 2021).

Na sequéncia, para melhor compreensdao das arquiteturas para dados

tabulares acima mencionadas, os principais fundamentos dessas sdo exemplificados.

2.6.1 FT-Transformer

A arquitetura denominada FT-Transformer (Feature Tokenizer + Transformer)
(FIGURA 24) foi desenvolvida por Gorishniy et al. (2021) e consiste em uma
adaptacao para dados tabulares da arquitetura Transformer (Vaswani et al., 2017). De
maneira concisa, a FT-Transformer transforma os atributos de entrada, categoricos e

numéricos, em embeddings’ para, na sequéncia, aplicar uma pilha de camadas

Transformer.
FIGURA 24 - AQUITETURA FT-TRANSFORMER
T(] TL ﬁ
T [cLs] [cis] = Predict =e[ ]
Tiizflggg = —> Transformer =

FONTE: Gorishniy et al. (2021, p. 4).

O primeiro médulo da arquitetura FT-Transformer € denominado Feature
Tokenizer (FIGURA 25), e tem como fungao transformar as entradas em embeddings
(Gorishniy et al., 2021).

7 Representacdo vetorial continua de atributos categoéricos. De forma especifica, € uma maneira de
representar cada atributo como uma matriz de n elementos preenchida com numeros flutuantes
diferentes de zero (Hagiwara, 2021).
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FIGURA 25 - FT-TRANSFORMER (FEATURE TOKENIZER)
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FONTE: Gorishniy et al. (2021, p. 4)

O moédulo Feature Tokenizer transforma as entradas x em embeddings T €
R¥*4_ Ja a incorporacdo de um recurso x; € calculada pela seguinte equagéo

(Gorishniy et al., 2021):

T, = b+ fi(xj)) eR? f;: x; > R? (13)

Onde: b; representa o viés j — th; fj("”m) é implementado como a multiplicacéo
elemento a elemento com o vetor m(”um) eERY; e fj(cat) é implementando como a

tabela de busca VIG(C“) € R5/*% para as variaveis categoricas (Gorishniy et al., 2021).

Ademais:

T}(num) — bj(num) + xj(num) .m(num) € ]Rd, (1 4)
T = p{aD 4 Tw € RY, (15)
T = pitha [T, ., TG T, . TEED | € R, (16)

Onde: e]-T € um vetor one-hot para a variavel categorica correspondente

(Gorishniy et al., 2021).
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Ap6s 0 moédulo Feature Tokenizer, o proximo elemento da FT-Transformer € o
modulo Transformer (FIGURA 26), cuja fungcao é processar os embeddings oriundos

do moédulo anterior (Gorishniy et al., 2021).

FIGURA 26 - FT-TRANSFORMER
(TRANSFORMER)

y T

Feed
Forward

Multi-Head
Self-Attention

Ti 1

FONTE: Gorishniy et al. (2021, p. 4)

No moddulo Transformer, a incorporagao do token de classificacdo [CLS] é
anexado a T, e L camadas de transformadores F;, ... F;, séo aplicadas (Gorishniy et
al., 2021):

To = pilha [[CLS],T| T; = Fi(T;_y). (17)

Por fim, para a predigéo, a versao final do token de classificagado [CLS] é dada
pela EQUACAO 18 (Gorishniy et al., 2021):

y = Linear (ReLU (LayerNorm (TL[CLS])>> (18)

Onde: Linear representa uma transformacéo linear (y = x A®* + b); ReLU indica

a fungdo de ativagdo Rectified Linear Unit (f(x) = x* = max (0,x)); e LayerNorm
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representa a normalizagdo de camadas em cada um dos minilotes (mini-batch) de

entrada.

2.6.2 Neural Oblivious Decision Ensembles

A arquitetura denominada Neural Oblivious Decision Ensembles (NODE)
(FIGURA 27) foi desenvolvida por Popov, Morozov e Babenko (2020), e tem como
caracteristica principal basear-se em uma classe especifica de arvore de decisao
conhecida como Oblivious Decision Trees (ODT) (Popov; Morozov; Babenko,

2020; Shwartz-Ziv; Armon, 2022).

FIGURA 27 - ARQUITETURA NODE
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FONTE: Popov, Morozov e Babenko (2020, p. 5).

Resumidamente, uma ODT é uma tabela de decisao que divide os dados ao
longo de d recursos de divisdo e compara cada recurso a um limite aprendido (Popov;
Morozov; Babenko, 2020). Posteriormente, a arvore retorna uma das 2¢ respostas
possiveis, correspondente ao resultado das comparacoées. Neste contexto, cada ODT

é completamente determinada por suas caracteristicas de divisdo f € R?, limiares de

divisdo b € R% e um tensor d- dimensional de respostas R € R (Popov; Morozov;
Babenko, 2020).

A partir do comportamento de uma ODT, tem-se uma camada denominada
NODE (FIGURA 28), composta por m arvores ODT de igual profundidade d, cuja na
entrada, todas as m arvores recebem um vetor comum x € R", contendo n variaveis

numeéricas (Popov; Morozov; Babenko, 2020).
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FIGURA 28 — ARQUITETURA NODE (CAMADA NODE — EXEMPLO)

input
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FONTE: Popov, Morozov e Babenko (2020, p. 5).

Dentro da camada NODE, os recursos de divisao e os limites de divisdo s&o
compartilhados em todos os nds internos da mesma profundidade, e a saida € a soma
das respostas das folhas dimensionadas pelos pesos escolhidos (Popov; Morozov;
Babenko, 2020).

Por fim, a arquitetura NODE é composta por camadas densamente
conectadas, em que cada camada contém varias arvores com saidas concatenadas
e que servem como entrada para a camada subsequente. A previsao final é obtida
pela média das saidas de todas as arvores de todas as camadas (Popov; Morozov;
Babenko, 2020).

2.6.3 TabNet

A arquitetura TabNet foi desenvolvida por Arik e Pfister (2021) e caracteriza-
se por utilizar atengdo sequencial para escolher quais recursos priorizar em cada
etapa de decisdo, o que permite maior interpretabilidade e um aprendizado mais
eficiente, tendo em vista que a capacidade de aprendizado é usada para os recursos
mais importantes (Arik; Pfister; 2021).

Em relagdo aos componentes da arquitetura TabNet, esta apresenta dois
modulos principais, denominados codificador (encoder) (FIGURA 29a) e decodificador
(FIGURA 29b), respectivamente. Ademais, a arquitetura TabNet apresenta dois
blocos secundarios, intitulados feature transformer (FIGURA 29c) e attentive
transformer (FIGURA 29d) (Arik; Pfister, 2021).
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FIGURA 29 — MODULOS DA ARQUITETURA TABNET
a) b)
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FONTE: Adaptado de Arik e Pfister (2021, p. 6.682).

O médulo encoder € composto por trés blocos: a) feature transformer; b)
attentive transformer; e c) feature masking. Nesse modulo, um bloco divisor divide a
representacdo processada para ser usada pelo attentive transformer da etapa
subsequente, bem como para a saida geral. Para cada etapa, a mascara de selegao
de recursos (feature selection mask) fornece informagdes interpretaveis sobre a
funcionalidade do modelo, e as mascaras podem ser agregadas para obter atribuigao
importante de recursos globais (Arik; Pfister, 2021).

Quanto ao moédulo decoder, este € composto por um bloco com feature
transformer em cada etapa, seguido por camadas totalmente conectadas (FC) em
cada etapa de decisdo. Finalmente, as saidas sdo somadas para obter as
caracteristicas reconstruidas (Arik; Pfister, 2021).

Com relagdo ao bloco feature transformer, este inclui camadas que sé&o
compartilhadas em todas as etapas de decisdo, uma vez que 0S mesmos recursos
sao inseridos em diferentes etapas de deciséo, além de camadas dependentes da
etapa de decisdo (Arik; Pfister, 2021). Tomando como exemplo a FIGURA 29c,
observa-se uma rede com quatro camadas, sendo duas compartilhadas em todas as
etapas de decisdo, e duas camadas dependentes da etapa de decisdo. Nesta



98

representacdo, cada camada é composta por uma camada totalmente conectada
(FC), normalizacao de lotes (batch normalization) e uma operagao denominada gated
linear unit (GLU) (Arik; Pfister, 2021).

Por fim, na FIGURA 29d, consta uma exemplificacdo de um bloco attentive
transformer, onde um mapeamento de camada unica € modulado com informacgao de
escala anterior que agrega o quanto cada recurso foi usado antes da etapa de decisao
atual. Para a normalizagao dos coeficientes, uma fungao sparsemax é aplicada (Arik;
Pfister, 2021).

2.6.4 TabTransformer

A arquitetura Tab Transformer (FIGURA 30) foi desenvolvida por Huang et al.
(2020) e compreende, em sua estrutura, uma camada de incorporagdo de colunas
(embedding), uma pilha de N camadas Transformer (Vaswani et al., 2017) e um
perceptron multicamadas (Huang et al., 2020). Nesta estrutura, cada camada
Transformer consiste em uma camada de atengdo com varias cabecgas (multi-head

self-attention) seguida por uma camada feedforward de posigao.
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FIGURA 30 - ARQUITETURA TAB TRANSFORMER
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FONTE: Huang et al. (2020, p. 2).

Com base na FIGURA 30, seja (x,y) um par de variaveis-alvo, onde x =
{Xcatr Xcont}- Xcar TEPresenta as variaveis categoricas e x.,,: € R¢ indica todas as c
variaveis continuas. Outrossim, seja x.; = {x,%3,..., %, } com cada x;
representando cada variavel categorica, para i € {1, ...,m} (Huang et al., 2020).

Na sequéncia, ha a incorporagao parameétrica de dimensao d para cada uma
das x; variaveis categoricas, considerando uma column embedding. Nesta etapa,
entende-se que {e@1 (x1), .., €4, (xm)} seja o conjunto de embeddings para todas as
variaveis categoricas (Huang et al., 2020).

Posteriormente, os embeddings paramétricos Ep(x..) S&0 inseridos na
primeira camada Transformer. A saida da primeira camada Transformer € utilizada
como entrada para a segunda camada Transformer e assim sucessivamente. Cada
embedding paramétrico € transformando em um embeddings contextual quando
enviado para a camada Transformer superior, por meio de agregagao sucessiva de
contexto oriunda de outros embeddings (Huang et al., 2020).

Nesse cenario, a sequéncia de camadas Transformer é representada como
uma funcdo fy,. A fungdo f, opera nos embeddings paramétricos

{€p, (x1),..,€p (x,)} e retorna os embeddings contextuais correspondentes

{hy, ..., hy },0onde h; € R% paracada i € {1,..,m} (Huang et al., 2020).
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Adiante, os embeddings contextuais {h,,..,h,, } sdo concatenados as
variaveis continuas x.,,; paraformarem um vetor de dimenséo (d x m + c). Este vetor

é inserido em um Multilayer Perceptron (MLP), representado por g, para a predigdo

do alvo y. Para tanto, seja H a entropia cruzada para as tarefas de classificacéo e o
erro quadratico médio para as tarefas de regressao, tem-se a minimizacao da seguinte
funcdo de perda L(x,y) para aprender todos os parametros da arquitetura
TabTransformer em um aprendizado ponta a ponta por métodos de gradiente de
primeira ordem. Os parametros da TabTransfomer incluem @ para a embedding
column, 6 para as camadas Transformer, e  para a camada superior MLP
(EQUACAO 19) (Huang et al., 2020).

£06y) = H(gy (fo(EoCrea) Xeont), 7). (19)

Com relacédo ao detalhamento das camadas Transformer e para embedding
column, recomenda-se o estudo na totalidade da pesquisa de Huang et al. (2020).

Com a exposigcdo das diferentes arquiteturas de deep learning para dados
tabulares, julga-se que os conceitos necessarios para a compreensao desta pesquisa
foram apresentados ao longo do referencial tedrico, desta forma, encerra-se esta
secao, e na sequéncia apresentam-se os encaminhamentos metodoldgicos realizados

nesta tese.
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3 ENCAMINHAMENTOS METODOLOGICOS

Esta sec¢ao apresenta a caracterizagao da proposta quanto a sua natureza, ao
seu nivel, ao seu delineamento e a sua finalidade. Além disso, apresenta os
procedimentos de analise e coleta de dados determinados. Para mais, demonstra-se

as estratégias adotadas para o planejamento e a construgao da base de dados.

3.1 CARACTERIZACAO DA PESQUISA

Esta tese consiste em uma pesquisa de natureza quantitativa (Perdigao, 2012;
Sampierl; Collado; Lucio, 2013), com sua caracterizacao estabelecida de acordo com
os critérios basicos apresentados por Vergara (2004), que consistem em classificar
uma pesquisa quanto aos fins e aos métodos. Neste sentido, quanto aos fins, esta
pesquisa é exploratéria (Martins Junior, 2012; Sampieri; Collado; Lucio, 2013), pois
objetiva “aumentar a familiaridade com o problema de pesquisa” (Martins Junior, 2012,
p. 28) e os seus desdobramentos podem “identificar conceitos ou variaveis
promissoras, estabelecer prioridades para pesquisas futuras ou sugerir afirmacgdes e
postulados” (Sampieri; Collado; Lucio, 2013, p. 107).

Ainda em relagao aos fins, trata-se de uma pesquisa aplicada (Perdigao, 2012),
tendo em vista o “propdsito pratico e especifico para gerar conhecimento ou avango
do conhecimento” (Perdigéo, 2012, p. 110). Com relacdo ao segundo critério
estabelecido por Vergara (2004), este estudo apresenta-se como uma pesquisa
bibliografica (Lakatos; Marconi, 2017), pois utiliza-se para a sua sistematizagao o
conhecimento presente em artigos cientificos, anais de eventos, livros, dissertagdes e
teses que abordam os conteudos necessarios ao estudo.

Ademais, o uso da pesquisa bibliografica fornece as condicbes necessarias
para atingir os objetivos especificos propostos, uma vez que, para cada objetivo,
analisam-se surveys, artigos de revisao e revisdes sistematicas condizentes com os
procedimentos propostos em cada um dos objetivos definidos. Para mais, recorre-se
a revisdo integrativa da literatura, na qual se adota a recomendagdo PRISMA (Moher
et al., 2009) para identificar, nas pesquisas multimodais sobre reconhecimento de
emogdes em musicas, as modalidades necessarias para compor a base de dados

desta pesquisa.
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Ademais, este trabalho € uma pesquisa documental (Lakatos; Marconi, 2017),
caracterizada pela manipulagdo de arquivos de musicas (.mp3, .wav, MIDI etc.)
diretamente de plataformas apropriadas. Por fim, utiliza-se de questionario (Lakatos;
Marconi, 2017) para a condugédo da revisdo das musicas selecionadas que compdem

o modelo discreto identificado.

3.2 COLETA E ANALISE DE DADOS

Os procedimentos de coleta e analise de dados desta pesquisa, estes sao
apresentados no QUADRO 23.

QUADRO 23 - PROCEDIMENTOS DE COLETA E ANALISE DOS DADOS

(continua)
Objetivo Especifico Procedimentos Como Principais Autores
Juslin e Laukka (2003, 2004);
Identificar o modelo de Analisar a literatura Pesquisa Bigand et al. (2005); Eerola e
emocoes a ser sobre emogoes e biblioqréfica Vuoskoski (2011); Nunes-
utilizado musicas 9 Silva et al. (2016); Juslin
(2013b); Warrenburg, (2020)
Analisar surveys, artigos Kim et al. (2010);
de revisao e revisdes . ) ;
sistematicas sobre Pesquisa Yang e Chen (2012);
reconhecimento de bibliografica Panda, Malheiro e Paiva
Identificar quais emogGes em musicas (20200)
modalidades empregar
Dara o reconhecifne%to Lu et al. (2010); Schuller,
de emocdes em Dorfner e Rigoll (2010);
musc}cas Analisar pesquisas Revisio Schuller et al. (2010); Zhao,
multimodais sobre intearativa de Yang e Chen (2010); Schuller,
reconhecimento de Iit%ratura Weninger e Dorfner (2011);
emocgdes em musicas Panda et al. (2013);
Imbrasaite (2015); Przybysz
(2016)

FONTE: O autor (2021).



103

QUADRO 23 - PROCEDIMENTOS DE COLETA E ANALISE DOS DADOS

(continua)
Objetivo Especifico Procedimentos Como Principais Autores
Pesquisa .
Identificar as musicas documental (zé%zl;hfahaugkl_aee
relacionadas ao modelo (2009)_’ Panga ot al
de emocgoes Busca nas (2013)’_ Chen et al.
considerado plataformas (’20 17) ’
AllMusic e Spotify
Pesquisa
documental
Coletar as musicas Moreira (2019);
identificadas Coleta dos audios Santana et al. (2020)
diretamente do
Youtube
Padronizar a .
Padronizar a duragao duracao das Yang e Chen (201 1_)’
iy . Chen et al. (2015);
das musicas musicas em 30

Russo et al. (2020)
segundos

Teste de escolha

forcada Ramos (2008)

Submeter as musicas

iden.tificﬂadas para Kappa de Cohen Cohen (1960); Fleiss
avaliacdo/revisdo

. (1971); Landis e Koch

muﬁi?:s}jrat:llrc:gmz:sa’l(zepor Kappa de Fleiss | (1977): Hallgreen (2012)
caracteristicas
relacionadas as

modalidades identificadas

Caracteristicas

X Mauch (2010);
relacionadas aos

Przybysz (2016)

acordes
McKay (2010);
Caracteristicas Bogdanov et al. (2013);
relacionadas ao McFee et al. (2015);
audio Panda, Malheiro e Paiva
(2020a, 2020Db)
Malheiro et al. (2018);
Extrair as Caracteristicas Hasan e Matin (2021);
. relacionadas as Ozcift et al. (2021);
caracteristicas .
identificadas letras Rus’gan et al. _(2021),
Ahanin e Ismail (2022)
Cuthbert e Ariza (2010);
Caracteristicas Mckay (2010);
simbdlicas Wu, Chen e Su (2019;

2020); Wu et al. (2021)

El Ayadi, Kamel e

Caracteristicas Karray (2011);
relacionadas & voz | T emandes et al. (2017)
Akgay e Oduz (2020);

Hennequin et al. (2020)

FONTE: O autor (2021).
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QUADRO 23 - PROCEDIMENTOS DE COLETA E ANALISE DOS DADOS

(concluséo)

com os métodos
selecionados

Objetivo Especifico Procedimentos Como Principais Autores
Pesquisa Schmidt e Kim
Bibliografica (2011), Li, J. et al.
Comparar diferentes Identificar e aplicar (2015); Thammasan,
arquiteturas de deep learning | arquiteturas de deep | Realizagéo de Fukui e Numao
para o reconhecimento learning para o cenarios de (2016); Gao, J. et al.
de emocgdes na base elaborada | problema proposto classificagéo (2020)

Hizlisoy, Yildirim e
Tufekci (2021)

Comparar o desempenho de
classificagao obtido com as
abordagens multimodais
desenvolvidas com o
desempenho proporcionado por
abordagens unimodais,
construidas a partir de
algoritmos de aprendizado de
maquina

Avaliar os resultados
obtidos

Métricas de
avaliagao
empregadas em
problemas de
classificagao

Kamilaris e
Prenafeta-Boldu
(2018); Chicco e

Jurman (2020); Kok,
Azween e Jhanijhi
(2020); Hizlisoy,
Yildirim e Tufekci
(2021)

FONTE: O autor (2021).

A seguir, apresenta-se uma breve explicagdo acerca dos experimentos piloto

e ajustado conduzidos para a construgcdo da base de dados deste estudo.

3.3 CONSTRUCAO DOS EXPERIMENTOS

Antes de detalhar os passos relacionados a construgcao da base de dados

desta tese, julga-se necessario esclarecer a logica empregada para o
desenvolvimento dos dois experimentos conduzidos, aqui denominados como
experimento piloto e experimento ajustado, para a avaliagao/revisdo das musicas
selecionadas.

Em primeiro lugar, desenvolveu-se um estudo considerando um modelo
discreto de emogdes composto por seis emogdes, sendo essas: a) amor/ternura; b)
calma; c) felicidade; d) medo; €e) raiva; e f) tristeza. Este conjunto foi definido a partir
da analise de estudos que investigaram as emog¢des mais “‘comuns” associadas a
musica. Para mais, os trabalhos conduzidos por Juslin e Laukka (2003, 2004) serviram
como referencial para a escolha dessas emogoes.

A partir da identificagdo do modelo discreto, a plataforma AllMusic foi
selecionada como fonte primaria para a coleta das musicas representativas das

emocoes-alvo, tendo em vista a sua aplicagdo em estudos correlatos, bem como por
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apresentar um processo de rotulagdo controlado. Dessa forma, para o experimento
piloto, foi definido como objetivo revisar as musicas identificadas na plataforma, com
o intuito de garantir que a percepgao emocional dos avaliadores selecionados
correspondesse as emocgoes oriundas da plataforma AllMusic.

Com base nos resultados obtidos nesta etapa® visualizou-se baixa
concordancia entre os voluntarios e a plataforma (14,09%). De forma semelhante, ao
se verificar a concordancia entre os voluntarios, desconsiderando as emogdes
observadas na plataforma AllMusic, o resultado geral ndo apresentou resultados
robustos de concordancia (35,07%), mesmo que, para essa concordancia, os
resultados obtidos tenham sido estatisticamente significativos ao se considerar as
avaliagbes/revisdes por duplas (p-valor < 0,0001; IC 95%).

Como consequéncia, a quantidade de registros na base de dados (919) ficou
aquéem do esperado para um problema com arquiteturas de deep learning. Outrossim,
a relacao de musicas por emocoes ficou desbalanceada, apresentando indicios de
possiveis dificuldades no que concerne a distincdo das emocbes por parte dos
voluntarios, quer seja pelo fato de a base nao ter sido revisada em sua totalidade por
todos os participantes, ou por nao existir definicbes claras sobre os significados de
cada uma das emocgdes consideradas.

Sendo assim, optou-se por ajustar determinados passos empregados no
experimento piloto e conduzir um novo processo de avaliagao/revisdo (experimento
ajustado), considerando: a) um novo modelo discreto de emogdes, com um menor
numero de emogdes; b) numero maior de musicas para reviséo; c) revisao da base
conduzida por todos os participantes; e d) um processo de pés-avaliagao junto aos
voluntarios, visando identificar possiveis dificuldades associadas a percepcéao
emocional dos voluntarios.

A comparagao entre os experimentos piloto e ajustado é apresentada no
QUADRO 24.

8 Os resultados obtidos para o processo de revisdo conduzido no experimento piloto sdo elucidados
na segao 4.1.
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QUADRO 24 - PROCEDIMENTOS DOS EXPERIMENTOS PILOTO E AJUSTADO

Caracteristicas Experimento piloto Experimento ajustado

- Amor/ternura; calma; felicidade; Alegria; raiva/medo; serenidade e
Emocgodes

medo; raiva e tristeza tristeza
Musicas 2.620 4.797
Fonte primaria AllMusic AllMusic e Spotify
Numero de avaliadores Oito Cinco
Especialistas e nédo Sim Sim

especialistas

Dois voluntarios avaliando o

Duplas avaliando apenas um conjunto inteiro de musicas; trés
conjunto de musicas voluntarios avaliando apenas

conjuntos de musicas

Esquema de avaliagéo

Tipo de escolha Escolha forgada Escolha forgada

Pdés-avaliagao Nao Sim
FONTE: O autor (2022).

Na sequéncia, os procedimentos metodoldgicos empregados, bem como as

justificativas para cada experimento sao detalhados.

3.4 DEFINICAO DO MODELO DE EMOGCOES

Antes de apresentar os modelos de emocdes selecionados para esta
pesquisa, verificou-se que ndo ha consenso acerca de qual taxonomia ou numero
preciso de rétulos emocionais podem ser experimentados por um usuario (Russo et
al., 2020; Warrenburg, 2020). Porém, em virtude do presente estudo ser um problema
de classificagdo do tipo single-label (Yang; Dong; Li, 2017), visualizou-se a
necessidade em se adotar um conjunto relacionado a abordagem categorica/discreta
das emocoes.

Além do tipo de problema associado a pesquisa, a opg¢ao por uma abordagem
categorica/discreta encontra-se alinhada aos estudos sobre cognicdo musical, nos
quais essa abordagem ¢é dominante (Warrenburg, 2020). Similarmente, em
comparagdo com oOs modelos dimensionais, os modelos discretos produzem
desempenho de classificacdo semelhante ao se considerar a percepgédo emocional

em musicas (Eerola; Vuoskoski, 2011; Warrenburg, 2020).
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Todavia, no ambito musical, é preciso ressaltar que os pesquisadores tendem
a nao apresentarem os seus modelos discretos como representagdes diretas das
emogdes basicas (Juslin, 2013b; Warrenburg, 2020), evitando, por exemplo,
argumentacdes sobre determinadas caracteristicas relacionadas as emogodes
basicas, como a existéncia de um passado evolutivo € 0 uso de substratos neurais
comuns (Warrenburg, 2020).

Dessa forma, nesta pesquisa, adota-se a expressao “modelo discreto” para
representar as emogdes consideradas, mesmo que, porventura, haja relagéo direta do
conjunto selecionado com taxonomias relacionadas as emocodes basicas. Para mais,
adverte-se que, mesmo que as emogdes basicas possam ser “privilegiadas” quanto a
expressao musical, isso nao significa que outras emogdes também nao possam ser
transmitidas na musica (Juslin, 2013b).

Diante do contexto apresentando, como ponto de partida, a primeira opcao
para o modelo emocional deste estudo consistiu no conjunto composto pelas emocgdes
felicidade, medo, nojo, raiva, surpresa e tristeza, uma vez que essas sao conhecidas
na literatura como “emogdes universais” (Saarimaki et al., 2016; An et al., 2017; Wang
et al., 2019; Wingenbach et al., 2020).

Além do aspecto “universal’, recorreu-se ao estudo elaborado por Ekman
(2016) que obteve, junto a uma amostra de pesquisadores que estudam emocgdes,
valores relevantes em termos de aceitagdo para os adjetivos do conjunto das
‘emocgdes universais”, sendo os respectivos valores correspondentes a: a) 91,00%
(raiva); b) 90,00% (medo); c) 86,00% (nojo); d) 80,00% (tristeza); e e) 76,00%
(felicidade). Por fim, para a emogao surpresa, a taxa de aceitagao situou-se entre
40,00% a 50,00%.

No que consiste a aceitagao para as emogdes listadas por Ekman (2016), é
necessario ressaltar que esta representa a escolha dos voluntarios da pesquisa ao
serem questionados, a partir de uma lista com 18 adjetivos, quais eram aqueles que
deveriam ser considerados estabelecidos empiricamente (Ekman, 2016).

Ao se transpor o conjunto das “emog¢des universais” para o campo musical,
contudo, percebeu-se que ha emocdes que, de certa forma, sdo inadequadas ou
dificeis de serem representadas ou percebidas, dentre as quais € possivel citar o nojo
e a surpresa (Kallinen, 2005; Eerola; Vuoskoski, 2013; Argstatter, 2015; Siedlecka;
Denson, 2018).
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Com relacéo ao nojo, Kallinen (2005) aponta que essa emogéao raramente &
desenvolvida na musica ocidental, tendo em vista que a tradigdo de composi¢ao se
destina a situagdes de diversao, prazer estético e fins praticos, como missas, funerais
e festivais. De modo semelhante, Argstatter (2016) descreve que o nojo € um instinto
moldado no curso da socializagao cultural, sendo, portanto, extremamente dificil
encontrar um “cédigo musical” internacional para representa-lo.

Siedlecka e Denson (2018), ao revisarem a literatura em busca de evidéncias
sobre a indugao das “emoc¢des universais" em cinco técnicas experimentais comuns
de indugdo de emogbes - estimulos visuais, musica, recordagdo autobiografica,
procedimentos situacionais e imagens -, ndo conseguiram identificar estudos nos
quais a musica tenha sido empregada para a indugao de nojo.

Da mesma forma, para surpresa, os autores ndo encontraram evidéncias
suficientes de que a musica é capaz de induzir essa emocgéao (Siedlecka; Denson,
2018). Por sua vez, Kallinen (2005) afirma que a surpresa, na prépria concepgao de
emocao, é de dificil avaliagao, por conta da sua natureza, que pode ser tanto negativa,
quanto positiva.

Sendo assim, em virtude das emog¢des nojo e surpresa ndo apresentarem
indicios assegurando as suas relagées com a musica, optou-se por desconsidera-las
e dar sequéncia na definicao do modelo discreto do estudo considerando as emocgdes
restantes (felicidade, medo, raiva e tristeza). Outrossim, como forma de complementar
esse conjunto, recorreu-se a estudos que tiveram como objetivo elencar possiveis
emocgdes com maior “facilidade” de serem percebidas por ouvintes ou comunicadas
por intérpretes (QUADRO 25).
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QUADRO 25 - RELAGAO DOS ESTUDOS CONSULTADOS SOBRE EMOCOES
PERCEBIDAS OU COMUNICADAS NA MUSICA

Estudo

Emocgoes consideradas/
Adjetivos considerados

Principais
emocoes/adjetivos

Wells e Hakanen
(1991)

Amor, confianga, esperanca, excitagao,
felicidade, medo, orgulho, paixao, pesar,
raiva e tristeza

Excitacao, felicidade e amor

Gabrielsson e
Juslin (1996)

Afetuoso, amedrontado, feliz, raivoso, sem
expressao, solene e triste

Feliz, raivoso e triste

Balkwill e
Thompson (1999)

Alegria, paz, raiva e tristeza

Alegria, raiva e tristeza

Laukka e
Gabirielsson (2000)

Afetuoso, amedrontado, feliz, raivoso, sem
expressao, solene e triste

Amedrontado, feliz, raivoso e
triste

Bigand et al. (2005)

Felicidade, medo/raiva, serenidade e tristeza

Felicidade, medo/raiva,
serenidade e tristeza

Kreutz et al. (2008)

Felicidade, medo, paz, raiva e tristeza

Felicidade e paz

Vieillard et al.
(2008)

Ameaca, felicidade, tranquilidade e tristeza

Ameaca, felicidade e tristeza

Fritz et al. (2009)

Assustado/temeroso, feliz e triste

Assustado/temeroso, feliz e
triste

Bresin e Friberg
(2011)

Calma, felicidade medo e tristeza

Calma, felicidade medo e
tristeza

Mohn, Argstatter e
Wilker (2011)

Felicidade, medo, nojo, raiva, surpresa e
tristeza

Felicidade e tristeza

Quinto, Thompson

Felicidade, medo, neutra, raiva, ternura e

Felicidade, medo, raiva e

e Taylor (2013) tristeza tristeza
Saarlk_alllo, Alegria/felicidade, desejo, esperanga, medo, Alegria/felicidade, medo,
Vuoskoski e Luck : . . .
(2014) poder, raiva, ternura e tristeza raiva, ternura e tristeza

FONTE: O autor (2021).

Com base no QUADRO 25, verifica-se que felicidade (alegria), medo
(ameaca, amedrontado, assustadora, temeroso), tristeza (triste) e raiva (raivoso)
foram as emogdes mais frequentemente consideradas e com maior numero de
indicios positivos de relacionarem-se com a musica, no que diz respeito a percepcao
dos ouvintes ou a intencao do intérprete. Além disso, mesmo que nao tao frequentes,
emogdes como calma (pacifica, paz, serenidade, tranquilidade) e ternura (afetuoso)

também se apresentaram associadas a musica.
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3.4.1 Modelo de emoc¢des considerado para o experimento piloto

Com base nos resultados presentes no QUADRO 26, observa-se que as
emogdes calma, felicidade, medo, raiva, ternura e tristeza ja foram destacadas em
outros estudos, como o conduzido por Juslin e Laukka (2004), no qual os autores
consultaram 141 ouvintes e, ao questiona-los acerca de quais emog¢des a musica
poderia expressar, obtiveram como principais respostas: a) alegria (99,00%); b)
tristeza (91,00%); c) amor (90,00%); d) calma (87,00%); e) raiva (82,00%); e f) ternura
(82,00%) (Juslin; Laukka, 2004).

Em estudo anterior, os mesmos autores, ao analisarem 104 estudos de
expressao vocal e 41 estudos sobre performance musical, elencaram cinco categorias
de emocgdes com evidéncias de serem comumente comunicadas e percebidas em
termos de expressao vocal e performance musical, sendo essas: a) raiva; b) medo; c)
felicidade; d) tristeza; e e) amor/ternura (Juslin; Laukka, 2003).

Para formularem esse conjunto, Juslin e Laukka (2003), com base na
dificuldade existente para definir precisamente os termos empregados para
representar as emogodes, agruparam diferentes adjetivos, de diferentes idiomas, com
base na “proximidade” dos conceitos representados (ex: tristeza (depresséao, pesar
etc.); felicidade (alegria, euforia etc.)) (Juslin; Laukka, 2003).

Comparando os dois estudos (Juslin; Laukka, 2003, 2004), percebe-se que as
cinco emocgdes listadas anteriormente estdo presentes, porém, ha presenca de uma
sexta emocgao, calma, cujo percentual obtido é maior do que os das emogdes raiva e
ternura. Outrossim, das quatro “emogdes universais” (felicidade, medo, raiva e
tristeza), consideradas para compor o modelo discreto desta tese, a Unica abaixo do
primeiro quartil foi o medo (63,00%) (Juslin; Laukka, 2004). Contudo, ressalta-se que
a emocgao ansiedade (anxiety), tratada por Juslin e Laukka (2003) como parte da
“familia emocional” do medo, teve taxa de concordancia de 75,00%.

Finalmente, as emocgdes identificadas por Juslin e Laukka (2003, 2004)
assemelham-se a outras propostas de emogdes relacionadas a musica, como, por
exemplo, a escala GEMS (Zentner; Grandjean; Scherer, 2008), na qual visualiza-se
termos como alegria, calma, ternura e tristeza. Desse modo, a partir do exposto nesta
subsecao, definiu-se, para compor o modelo discreto para o experimento piloto, as
seguintes emocgodes: a) amor/ternura; b) calma; c) felicidade; d) medo; e) raiva; e f)

tristeza.
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3.4.2 Modelo de emogdes considerado para o experimento ajustado

Conforme relatado no experimento piloto, seis emocgdes foram definidas e
consideradas para a revisao das musicas, de acordo com um levantamento de
estudos sobre emocgdes “mais facilmente” comunicadas ou percebidas na musica.
Todavia, com base nos resultados obtidos, levantou-se a possibilidade de que as
emocoes identificadas ndo estavam bem delimitadas, o que pdde ter dificultado a
tarefa de avaliacdo por parte dos voluntarios, resultando em baixos valores de
concordancia e, consequentemente, na redugao do conjunto de dados (musicas).

Ressalta-se, conforme descrito anteriormente, que as musicas da plataforma
AllMusic tém a possibilidade de apresentarem mais de uma emocao. Além disso,
como forma de auxiliar os voluntarios, apenas os termos de busca considerados como
“sinbnimos” das seis emocgodes-alvo definidas foram disponibilizados. Sendo assim,
nao houve indicativos do que cada emocao poderia representar ao estar inserida no
contexto musical.

Buscando contornar essas limitagdes, julgou-se prudente optar por um
modelo no qual fosse possivel, por exemplo, obter um conjunto de emocgdes distintas
uma das outras, o que consiste em um requisito chave em abordagens construidas a
partir de modelos discretos (Russo et al., 2020). Neste contexto, como modelo para o
experimento ajustado, empregou-se o modelo proposto por Bigand et al. (2005), no
qual os autores estabeleceram as emocbes alegria, raiva/medo, serenidade e
tristeza.

O modelo proposto por Bigand et al. (2005) pode ser interpretado, de certa
forma, como uma abordagem emocional “mista”, tendo em vista que apresenta as
emocgdes de forma discreta e, ao mesmo tempo, as dispdem em quadrantes,
considerando as dimensodes excitabilidade e valéncia, adequando-se, por exemplo, ao
modelo circumplexo proposto por Russell (1980).

A representacado do modelo proposto por Bigand et al. (2005) é apresentada
na FIGURA 31.
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FIGURA 31 - REPRESENTAGAO DO MODELO DE EMOGOES
PROPOSTO POR BIGAND et al. (2005)

Excitabilidade alta

Rarva‘medo Alegria

Valéncia negativa Valéncia positiva

Tristeza Seremidade

Excitabilidade baixa

FONTE: Adaptado de Nunes-Silva et al. (2016, p. 716).

Com base na FIGURA 31, observa-se uma relagao de antagonismo entre as
emocgdes: a) alegria (valéncia positiva/excitabilidade alta) x tristeza (valéncia
negativa/excitabilidade baixa); e b) raiva/medo (valéncia negativa/excitabilidade alta)
x serenidade (valéncia positiva/excitabilidade baixa).

Visualiza-se, além, que as emocdes “raiva” e “medo” sao tratadas como uma
unica categoria (raiva/medo), tendo em vista, por exemplo, que ocupam a mesma
dimensao em relagcéo a excitabilidade e a valéncia (Russell, 1980; Juslin; Laukka,
2004), bem como resultados em outros estudos apontarem que essas emogoes
costumam ser confundidas entre si (Robazza; Macaluso; D'urso, 1994; Mohn;
Argstatter; Wilker, 2011).

Com relagao ao significado considerado para as quatro emog¢des do modelo
proposto, principalmente no que tange a relagdo com a musica, adotou-se como
referéncia o conjunto de sensagdes e sentimentos desenvolvido por Nunes-Silva et al.
(2016), nomeado como Protocolo de Avaliagdo de Percepg¢des Subjetivas (PAPS)
(QUADRO 26).



QUADRO 26 - PROTOCOLO DE AVALIACAO DE PERCEPCOES SUBJETIVAS (PAPS)

Alegria Raiva/Medo Serenidade Tristeza
Disposto Agressividade Bem-estar Apatia
Alegria Medo Relaxado Tédio
Empolgado Irritagé@o Aliviado Tristeza
Euforia Impaciente Corpo leve Angustia
Descontracao Raiva Serenidade Abafamento
Vivacidade Estressado Calma Pessimista
Otimista Assustado Tranquilidade Memérias negativas
Imagens positivas Nervoso Plenitude Vazio existencial
Memodrias positivas | Corpo pesado Paz Solidao

Criatividade Aflicao Sentimento de religiosidade | Imagens negativas
Animo Ansiedade Sentimento de elevagao Abatimento
Bem-humorado Apreensivo Confianga Amargura
Satisfeito Preocupado Seguro Sem energia
Extase Tenso Confortavel Desamparado
Contentamento Desconfortavel Sossegado Desanimado

FONTE: Adaptado de Nunes-Silva et al. (2016, p. 717).
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De acordo com as autoras, o PAPS é uma abordagem composta por 60

sentimentos ou sensacgdes, sendo 15 para cada uma das emocgdes do modelo
proposto por Bigand et al. (2005), e “foi desenvolvido com intuito de apreender a
percepgao subjetiva dos sentimentos e sensagdes dos participantes em relagédo as

musicas escutadas” (Nunes-Silva et al., 2016, p. 715).

3.5 ESTRUTURA E CONSTRUGAO DAS BASES DE DADOS

Embora existam conjuntos de dados musicais devidamente rotulados quanto
ao aspecto emocional (Zhang et al., 2018), a reutilizagdo destes em novos estudos
nem sempre € viavel, devido, por exemplo, as questdes de direitos autorais das
cangoes (Aljanaki; Yang; Soleymani, 2017; Panda, 2019; Chaturvedi et al., 2021).
Deste modo, gragas ao aspecto privado de alguns conjuntos de dados (Panda, 2019),

muitas vezes ndo € possivel acessar e manipular diretamente os arquivos musicais
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utilizados pelos pesquisadores para replicar os procedimentos de extragdo de
caracteristicas.

Sendo assim, para o presente estudo decidiu-se por criar uma base de dados
prépria, em razao das seguintes necessidades: a) utilizagdo de musicas relacionadas
as emogdes do modelo discreto definido (piloto e ajustado); b) presenga de letras, em
inglés, para todos os registros; c) adogao de intervalo de duragado padronizado para
segmentacdo das musicas; d) manipulagdo dos arquivos musicais para extrair as
caracteristicas; e e) adog¢ao de um processo de revisao conduzido por terceiros.

Além dessas necessidades, analisando pesquisas que compilaram bases de
dados famosas no campo de REM, como as elaboradas por Panda (2019) e Gomez-
Canon et al. (2021), é possivel visualizar elementos que dificultam o reaproveitamento
dessas bases nesta pesquisa. Em sua tese, por exemplo, Panda (2019, p. 121-125)
analisou 17 bases de dados tradicionalmente consideradas em trabalhos de REM, das
quais 11 apresentam menos de 1.000 registros e nove conjuntos utilizam modelos
dimensionais (Panda, 2019, p. 121-125).

Das bases presentes no trabalho de Panda (2019), apenas duas contam com
mais de duas modalidades: a) Greek Music Dataset (GMD), composta por audio, letras
e MIDI (Makris; Karydis; Sioutas, 2015); e b) Multi-modal MIREX-like, também
composta por audio, letras e MIDI (Panda et al., 2013). Todavia, essas bases nao
apresentam o mesmo numero de registros para todas as modalidades consideradas
(Panda, 2019, p. 121-125).

De maneira semelhante ao levantamento elaborado por Panda (2019),
Gomez-Candén et al. (2021) compilaram um conjunto de bases de dados e
disponibilizaram a relagdo em um repositério on-line®. Das 16 bases estudadas pelos
autores, oito constam na pesquisa conduzida por Panda (2019), sendo sete com
menos de 1.000 registros. Somadas a essas sete bases, Gomez-Carion et al. (2021)
apresentam mais cinco bases com menos de 1.000 registros. Por fim, nenhuma das
bases compiladas pelos autores apresenta mais de uma modalidade.

A partir dos elementos apresentados acerca de alguns conjuntos de dados
existentes para a tarefa de REM, nas proximas subsecbes sdo apresentados os

passos adotados na construgao das bases de dados multimodais desta pesquisa.

° Disponivel em: https://github.com/juansgomez87/datasets _emotion#music-emotion-recognition-
datasets. Acesso em: 05 nov. 2021.
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3.5.1 Duragéo e segmentacdo das musicas

A estratégia de segmentacao adotada neste estudo consistiu em selecionar,
de maneira semiautomatica, os 30 primeiros segundos com letras das cangdes.
Entendeu-se que este era 0 mecanismo mais “simples” para garantir, minimamente,
que todos os registros apresentassem conteudo relacionados as letras e a voz,
permitindo, assim, o carater multimodal da proposta.

Como justificativa para a utilizagdo de segmentos com 30 segundos, recorreu-
se a estudos que discutiam sobre qual a “duragao ideal” para o reconhecimento de
emogdes em musicas, seja no escopo desta tese - abordagem computacional - ou
destinados a avaliar qual o tempo minimo necessario para a producido de uma
resposta emocional em voluntarios. A sintese dos estudos consultados esta listada no
QUADRO 27.

QUADRO 27 - INDICATIVOS ACERCA DA DURACAO DE SEGMENTOS PARA O
RECONHECIMENTO DE EMOCOES EM MUSICAS

(continua)
Estudo Area Apontamentos
. I Resultados consistentes de que menos de 1 s de musica é
Bigand, Filipic e . oy . . S
X Cognicao suficiente para incutir respostas emocionais elaboradas nos
Lalitte (2005) )
ouvintes.
Bachorik et al. Coanica O tempo médio para a formulagdo de uma resposta emocional
ognicao

(2009) variou de 8,31 a 11 segundos.

Melhores taxas de classificagao sao obtidas com os segmentos

Xiao et al. (2008) MER musicais de 8 segundos e 16 segundos.

30 segundos: reducao da carga dos avaliadores; redugéo no
Hu et al. (2008) MER processamento de audio; alivia as possiveis variacdes
emocionais ao longo da canc¢éo.

Classificagdes sobre amostras e nao sobre a musica inteira;
MacDorman, Ough

e Ho (2007) MER

Utilizar o segmento mais curto possivel.
FONTE: O autor (2022).
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QUADRO 27 - INDICATIVOS ACERCA DA DURACAO DE SEGMENTOS PARA O
RECONHECIMENTO DE EMOCOES EM MUSICAS
(conclusao)

Estudo Area Apontamentos

O levantamento da literatura revela que o uso de um segmento de 30
Yang e Chen MER d | de ad ~
(2012) segundos parece ser comum, ta vez porque corresponde a duragéo
tipica de uma secao do refrdo de musica popular.

Ironicamente, as abordagens estaticas e dinamicas adotam amostras

AI_jarjaki, com duragéo semelhantes (15 segundos a 45 segundos);
Wiering e
MER
Veltkamp . o . . .
(2015) O comprimento médio de um segmento emocional estavel ¢,
aproximadamente, de 20 segundos.
Para diminuir a variagdo emocional de uma cangao, autores costumam
Russo et al. utilizar 20 a 30 segundos, enquanto outros optam por extrair segmentos
MER . ~ . .
(2020) relacionados ao refrdo ou optam por segmentos mais representativos da

musica manualmente.
FONTE: O autor (2022).

Conforme os estudos analisados, do ponto de vista cognitivo, os estudos
apontam que uma resposta emocional pode ser formulada em questdo de segundos
ou até mesmo em duragdes menores (Bigand; Filipic; Latitte, 2005; Bachorik et al.,
2009). Por seu turno, os estudos de cunho computacional direcionam para o uso de
segmentos de curta duragcéo, como 30 segundos, em vez da utilizagdo de musicas
com a duracgéo total, em virtude de elementos como a redug¢ao da carga de trabalho
dos voluntarios, e a manipulagdo de um segmento emocional estavel, por exemplo.

No que diz respeito a obtengédo dos segmentos 30 segundos de cada musica,
0 primeiro passo consistiu em identificar, manualmente, o inicio, em segundos, do
segmento em que a letra da cangdo comecgava para cada musica. Na sequéncia,
desenvolveu-se um script com a biblioteca pydub? para acrescentar 30 segundos aos
segmentos identificados, a partir do segundo inicial identificado para cada cangao. Por
fim, com a mesma biblioteca, realizou-se o “corte”, automaticamente, considerando os
valores obtidos.

Com essa estratégia, garantiu-se a homogeneidade da duragao das cangoes,
uma vez que todos os registros contam com 30 segundos. Outro ponto a ser
destacado é o fato de que ndo houve perda na quantidade de musicas, pois, por
exemplo, caso a opgéo fosse pela extragdo dos segundos relacionados ao refrao,

musicas sem este elemento seriam eliminadas.

10 Disponivel em: https://pytube.io/en/latest/. Acesso em: 09 nov. 2021.
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Ademais, n&o seria possivel garantir que a duragédo fosse homogénea, tendo
em vista que cada cancao pode apresentar duragao especifica para a parte do refrao,
ou até mesmo mais de um refrdo. De todo modo, é prudente reconhecer que a
estratégia adotada apresenta limitagdes, como possiveis “quebras abruptas” no
raciocinio do compositor e no sentido das letras, o que pode influenciar na percepc¢éao
emocional das cancgdes. Para mais, possiveis pistas emocionais presentes nas

introdugdes das musicas foram ignoradas em prol da uniformidade das cangdes.

3.5.2 Identificagcao e coleta das musicas para o experimento piloto

Para identificar quais musicas empregar neste experimento, recorreu-se a
plataforma AllMusic, em virtude da sua aplicagdo em estudos correlatos (Yang; Lee,
2009; Panda et al., 2013; Chen et al., 2015; Panda, 2019; Panda; Malheiro; Paiva,
2020a). Além do mais, trata-se de um ambiente com um conjunto controlado e pré-
determinado de adjetivos emocionais, atribuidos as musicas por editores
profissionais'' (Hu; Downie, 2007) e especialistas (Panda, 2019), reduzindo possiveis
ruidos como os relacionados, por exemplo, a ambientes como Last.FM, cuja rotulagao
é efetuada, livremente, pelos usuarios da plataforma. Entretanto, ressalta-se que,
como ponto negativo, o processo adotado na AllMusic ndo permite uma analise critica
das suas etapas (Panda et al., 2013; Panda, 2019).

Em relagdo aos termos empregados para identificar as musicas pertencentes
as seis emogdes do modelo discreto deste experimento, os adjetivos considerados
sao listados no QUADRO 28.

" Em solicitacdo direta ao férum de esclarecimentos disponibilizado pela plataforma, por mais detalhes
sobre o processo de rotular as musicas quanto aos adjetivos emocionais, obteve-se como resposta que
todo o processo segue critérios estabelecidos por cada editor, conforme observa-se no ANEXO B.
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QUADRO 28 - LISTA DE TERMOS EMPREGADOS NA PLATAFORMA ALLMUSIC

Emocao Termos empregados Referéncia
Juslin e Laukka
Tender (2003)
Amor/ternura
Romantic, Precious, Reverent, Sentimental, Warm Yang e Lee
(2009)
Laidback/Mellow, Gentle, Refined, Reserved, Restrained Ya&%gglsee
Calma
Calm/Peaceful, Relaxed AllMusic
Ha Juslin e Laukka
ppy (2003)
Cheerful AllMusic
Felicidade Bright, Celebratory, Effervescent, Gleeful, Humorous, v
4 o . ang e Lee
Irreverent, Rambunctious, Raucous, Rollicking, Silly, Sweet, (2009)
Whimsical, Witty
Joyous AllMusic
Manic, Paranoid, Spooky, Unsettling Yang e Lee
’ ’ ’ (2009)
Medo
Angst-Ridden, Scary, Tense/Anxious AllMusic
Anar Juslin e Laukka
gry (2003)
Raiva
Acerbic, Aggressive, Bitter, Fiery, Outraged, Rebellious, Snide Ya(r;%gglsee
Juslin e Laukka
Sad (2003)
Tristeza
Anguished/Distraught, Bleak, Somber, Poignant, Melancholy, Yang e Lee
Plaintive (2009)

FONTE: O autor (2021).

Para a formulagéo dos termos presentes no QUADRO 28, recorreu-se, além

do agrupamento proposto por Juslin e Laukka (2003), a pesquisa conduzida por Yang

e Lee (2009), que consistiu em refinar 168 adjetivos emocionais apresentados pela

AllMusic em 23 adjetivos. Finalmente, como forma complementar, adotaram-se alguns

dos sinénimos sugeridos pela prépria AllMusic.



119

Apos a definigdo dos termos de busca, desenvolveu-se um conjunto de scripts
em Python, empregando as bibliotecas BeautifulSoup’? e Selenium?3, para coletar os
links das musicas diretamente das paginas da AllMusic de cada um dos termos
listados no QUADRO 28. A partir dos links, os seguintes dados foram obtidos: a) titulo
das cangdes; b) nome do artista; e c) todas as emogdes associadas as musicas, uma
vez que essas podem apresentar mais de uma emogao.

Como forma de aumentar o conjunto de musicas, tendo em vista que o retorno
proporcionado pela primeira estratégia n&o foi satisfatério em termos de registros
(1.270 musicas), elaborou-se uma segunda estratégia, considerando as musicas dos
500 melhores albuns da histéria, elaborada pela revista Rolling Stone’#, edigédo 2020.

Atualizando os scripts da primeira estratégia, obteve-se os dados
relacionados aos titulos das cangdes, aos nomes dos artistas e a todas as emocgoes
associadas as cangoes, totalizando 4.487 registros. Cabe salientar que a escolha pela
lista dos 500 melhores albuns justifica-se por esta lista ser atual; ser composta quase
exclusivamente por discos elaborados em inglés, e cobrir uma variedade de géneros
e artistas populares dos séculos XX e XXI.

Unindo os resultados das estratégias um e dois, o total de registros
correspondeu a 5.757 musicas, que foram submetidas a trés processos de triagem.
No primeiro processo, adotaram-se os seguintes critérios de exclusdo: a) musicas
repetidas; b) musicas sem adjetivos emocionais; c) musicas com adjetivos emocionais
que nao constam no QUADRO 29. Como resultado, restaram 4.601 registros para a
segunda fase de triagem.

Para o segundo processo de triagem, como cada musica pode apresentar
mais de uma emocao, os seguintes procedimentos foram realizados para selecionar
a emocao “final” da musica: a) conversdo dos termos para a emogao principal (ex:
happy, joyous — happiness, happiness); c) identificagdo da emogao “dominante” para
representar a musica (ex: musica um: happiness, happiness, sadness, fear, happiness
— happiness).

A partir desses procedimentos, as musicas em que nao se identificaram uma

emogcao “dominante” foram desconsideradas, reduzindo o total de registros para 4.183

2 Disponivel em: https://beautiful-soup-4.readthedocs.io/en/latest/. Acesso em: 08 nov. 2021.

3 Disponivel em: https://selenium-python.readthedocs.io. Acesso em: 08 nov. 2021.

4 https://rollingstone.uol.com.br/noticia/os-500-melhores-discos-de-todos-os-tempos-da-rolling-stone/.
Acesso em: 08 nov. 2021.
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musicas. Por fim, no ultimo processo de triagem, foram eliminadas: a) musicas ao
vivo; b) musicas instrumentais; ¢) musicas cujas letras ndo foram gravadas em inglés;
e d) musicas com menos de 45 segundos de duracgéo.

Apds os processos de triagem, restaram 2.620 musicas para compor a lista

inicial das musicas deste estudo, distribuidas conforme apresenta-se na TABELA 2.

TABELA 2 - DISTRIBUICAO DAS MUSICAS POR EMOCAO

Emocgéao Total de registros Total de registros (%)

Amor/ternura 293 11,18%
Calma 347 13,24%
Felicidade 660 25,19%
Medo 210 8,02%
Raiva 450 17,18%
Tristeza 660 25,19%
Total 2.620 100,00%

FONTE: O autor (2021).

Neste processo, salienta-se que, para as musicas das emogdes raiva (681),
felicidade (1.756) e tristeza (906), devido a quantidade de registros em relagéo as
demais emocgdes, realizou-se uma selegao aleatoria dos registros para chegar aos
totais apresentados na TABELA 2. Dessa forma, é possivel que musicas descartadas
possam atender aos critérios de inclusdo definidos (musicas de estudio, com letras
em inglés e com duragao superior a 45 segundos). Para as demais emogdes, todos
os registros foram conferidos.

A partir da selecdo de quais musicas considerar para a construcdo da base
de dados, a préxima etapa consistiu em criar playlists no Youtube para coletar os
audios dessas cangbes. Seis playlists foram elaboradas, considerando apenas
“videos de audio”, priorizando o conteudo disponibilizado pelos canais oficiais de cada
artista. Apos a criagao das playlists, os audios foram coletados por meio de script em
Python, desenvolvido com a biblioteca pytube’®.

5 Disponivel em: https://pytube.io/en/latest/. Acesso em: 09 nov. 2021.
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3.5.3 Revisdo das musicas selecionadas para o experimento piloto

Por conta da rotulacdo conduzida pela plataforma AllMusic ser fechada e
dependente, exclusivamente, de critérios estabelecidos por seus editores, entendeu-
se que nao era possivel precisar sobre qual categoria de emogdes - percebida, sentida
ou transmitida - as musicas selecionadas correspondiam. Para mais, compreendeu-
se que os procedimentos adotados pelo pesquisador para identificar a emocgao “final”
das musicas nao estavam livres de vieses, bem como levantou-se a hipotese de que
os segmentos extraidos - trinta segundos - poderiam n&o corresponder as emogdes
originais obtidas da AllMusic.

Dessa forma, esses segmentos foram submetidos a um processo de revisao,
conduzido por voluntarios, para fins de: a) minimizar vieses provocados ao longo do
processo de associagao das emogdes as musicas; b) verificar se havia concordancia
entre as emogdes oriundas da AllMusic e a percepgao dos voluntarios; c) avaliar se
existia concordancia entre as emocodes percebidas pelos avaliadores; e d) garantir,
minimamente, que os segmentos extraidos representassem a emogao percebida.

Ressalta-se que se adotou a emocgao percebida em vez das emocdes sentidas
ou transmitidas, por conta de que o uso de modelos de inteligéncia artificial para a
predicao de emogdes sentidas pode ser considerado raro (Xu et al., 2020); além do
mais, a emocao percebida é, de certa forma, menos impactada por fatores
situacionais, como condi¢des de ambiente e aspectos relacionados ao humor (Yang;
Chen, 2011).

Desse modo, oito voluntarios foram recrutados para ouvirem os segmentos e
apontarem a sua percepg¢ao emocional. Dos oito voluntarios, foram selecionados
quatro musicos/musicistas, com estudo formal em Mduasica (graduagao
(bachareladol/licenciatura) ou conservatorio), sendo trés voluntarias e um voluntario,
com idade média de 35,25 anos e desvio padrdo igual a 8,42. Por sua vez, foram
selecionados, para o grupo de participantes ndo musicos, trés voluntarias e um
voluntario. A média de idade para este grupo foi de 25,25 anos, com desvio padréao
igual a 2,87.

Antes do acesso aos segmentos, todos os participantes receberam um Termo
de Consentimento Livre e Esclarecido (TCLE) (APENDICE B) e instrugdes sobre a
sua participacéo no estudo (APENDICE C). O processo de revisdo ocorreu durante o
periodo de 13/12/2021 a 06/02/2022. Durante este periodo, cada voluntario,
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semanalmente, recebeu um conjunto de segmentos e uma planilha para indicar a
emogao percebida para cada segmento.
Em relac&o a divisao dos voluntarios e a condugao do processo, as seguintes

questdes foram tomadas:

a) quatro duplas, compostas por um musico/musicista e por um voluntario
nao especialista;

b) em virtude dos segmentos das emog¢des raiva e medo, e amor/ternura e
calma, serem menores do que os 660 registros para as emogdes felicidade e
tristeza, para balancear o numero de segmentos avaliados por cada dupla,
essas emocgdes foram agrupadas em dois novos grupos: 1) medo-raiva (660
segmentos); e 2) amor/ternura e calma (640 segmentos);

c) cadaum dos trés conjuntos com 660 segmentos (felicidade, medo-raiva
e tristeza) foi revisado por uma dupla; e o conjunto com 640 registros
(amor/ternura e calma) foi avaliado pela dupla restante;

d) um mesmo grupo de segmentos foi revisado por dois voluntarios;

e) os voluntarios ndo tiveram acesso as emocgdes originais para cada
registro, nem dados como titulo da can¢cdo e o nome dos artistas; e

f)  nao houve interagdes entre os voluntarios.

Com relagao aos critérios para selegdo dos segmentos, dois foram testados:
a) igualdade entre a percepg¢ao emocional dos avaliadores e a emogéo identificada na
plataforma (emogao plataforma = emogéao voluntario 1 = emogao voluntario 2); e b)
igualdade na percepgao emocional dos avaliadores (emogao voluntario 1 = emogao
voluntario 2), independente dos rétulos obtidos junto a plataforma.

Os resultados desse processo sao descritos na segao 4.1.

3.5.4 |dentificagéo e coleta das musicas para o experimento ajustado

Com o intuito de aumentar o numero de registros da base de dados, em
virtude da reducgdo oriunda do experimento piloto, recorreu-se a coleta dos titulos de
musicas presentes em 29 playlists elaboradas pelo perfil oficial do Spotify (APENDICE
D), e que se relacionavam com as emog¢des elencadas no modelo proposto por Bigand
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et al. (2005). Nesta etapa, as playlists foram selecionadas a partir da busca pelos
termos em inglés para cada uma das emocgoes, resultando em 2.966 musicas.

A partir da relacdo das musicas obtidas, os mesmos procedimentos de
selegdo aplicados na plataforma AllMusic (musicas em inglés; n&do instrumentais etc.)
foram adotados, e 2.177 musicas restaram. Salienta-se, entretanto, que as musicas
dessas playlists, diferente do que ocorre na plataforma AllMusic, nao apresentam
adjetivos emocionais associados, dessa forma, a associacao inicial das musicas as
emogdes respeitou a emocgao da playlist na qual a musica foi recuperada.

Quanto a coleta das informacdes das cangdes, como titulos e artistas, essa
deu-se por meio da elaboracdo de um script em Python considerando a biblioteca
Spotipy’6. Por fim, o audio dessas cangdes foi coletado diretamente do Youtube,

reaproveitando os scripts desenvolvidos para o experimento piloto.

3.5.5 Avaliagédo das musicas selecionadas para o experimento ajustado

Tendo em vista que o experimento piloto apresentou, em relacédo a
concordancia entre os voluntarios, resultados no maximo razoaveis - embora
estatisticamente significativos -, e o fato de a base completa nao ter sido revisada por
todos os avaliadores, optou-se por reconsiderar as 2.620 da plataforma AllMusic
anteriormente analisadas para um novo processo avaliativo, somadas as 2.177
oriundas das playlists desenvolvidas pelo perfil oficial do Spotify. Dessa forma, o total
de segmentos disponibilizados para a avaliagdo correspondeu a 4.797 registros.

No que tange as emocgdes associadas as cancgdes recuperadas, tanto em
relacdo a AllMusic, quanto para o Spotify, € prudente salientar que essas foram
desconsideradas, e a “emocéao final” para cada segmento consistiu nas anotagdes
fornecidas pelos avaliadores. Outrossim, a avaliacido foi conduzida sem que os
participantes tivessem conhecimento dos titulos e dos nomes dos artistas. Finalmente,
assim como no experimento piloto, ndo houve interagdes entre os participantes.

Para a selecdo dos participantes, um folder de divulgagdo (APENDICE E),
com informacgdes basicas sobre a pesquisa, foi encaminhado para diversos cursos de
graduacgao e pos-graduacgao brasileiros, sem restricbes de area do conhecimento e

formagao (musico/musicista ou ndo, por exemplo).

6 Disponivel em: https://spotipy.readthedocs.io/en/2.19.0/. Acesso em: 06 jun. 2022.



124

E importante pontuar que a escolha por ndo delimitar os voluntérios quanto as
suas respectivas formagdes académicas encontra-se alinhada a recomendacgdes
presentes na literatura correlata, na qual ha trabalhos que incentivam o uso de
participantes especialistas e n&o especialistas (Gomez-Cafion et al., 2021), bem como
nao haja limitagdées para o recrutamento de individuos, buscando o desenvolvimento
de um sistema aplicavel a todas as pessoas (Yang et al., 2008).

Apesar da estratégia de divulgagdo acima relatada, a adesao a pesquisa foi
baixa, com apenas dois voluntarios permanecendo como avaliadores até o final do
processo, anotando, assim, todos os registros da base de dados (4.797). Por conta
disso, mais trés voluntarios foram recrutados para complementar a avaliagcdo, com
cada novo participante responsavel por rotular 1.599 registros. Sendo assim, ao final,
cada musica desta pesquisa foi anotada por trés voluntarios.

Do ponto de vista descritivo, a média de idade dos cinco voluntarios foi igual
45,20 anos, com desvio padrao de 19,60 anos. Ademais, em relagdo ao género, dois
voluntarios identificaram-se como pertencentes ao género masculino e trés voluntarias
descreveram o seu género como feminino.

O processo de avaliagao adotado para o experimento ajustado foi conduzido
de maneira remota, com os arquivos para a audigao disponibilizados aos avaliadores
para que realizassem as anotag¢des conforme as suas preferéncias de horario e local,
durante o periodo de 04/08/2022 a 07/10/2022. Por fim, salienta-se que os voluntarios
que participaram do experimento piloto ndo foram considerados neste novo processo.

Quanto as etapas conduzidas neste novo processo de avaliacao,
compuseram este processo: a) apresentacdo do TCLE (APENDICE F); b) instrucdes
acerca do experimento (APENDICE G); c) coleta de dados demograficos (género,
idade, presenca de problemas auditivos e formagdo musical); e d) suporte aos
avaliadores durante o periodo de avaliacao.

Como critérios de avaliagao para definir quais musicas reter para a construgao
da base de dados, dois cenarios foram adotados: a) concordancia entre os
avaliadores; e b) maioria observada. Para avaliar a confiabilidade da concordancia
entre os avaliadores do experimento ajustado, recorreu-se a estatistica kappa de
Fleiss (Fleiss, 1971; Hallgren, 2012), cuja aplicacéo destina-se a mensurar o nivel de
concordancia observada em experimentos com mais de dois avaliadores e variaveis

nominais (categoricas) (Hallgren, 2012).
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Para o uso da maioria como critério de selecdo, uma vez que a quantidade de
avaliadores por musicas consistiu em um numero impar, procedeu-se que, sempre
que observada a concordancia entre, no minimo, dois dos trés avaliadores, a musica
em questao foi considerada para compor a base de dados.

Dessa forma, a partir das métricas acima relatadas, optou-se pela construgao
de duas bases de dados, aqui denominadas como base um, construida a partir do
consenso obtido entre os trés avaliadores, e composta por 1.412 registros; por sua
vez, a base obtida mediante a maioria observada, formada por 4.303 musicas, foi
nomeada como base dois. Por fim, os resultados obtidos juntos aos voluntarios, bem

como os detalhes acerca das duas bases de dados, sao descritos na se¢ao 4.2.

3.5.6 Extracao das caracteristicas

As caracteristicas empregadas neste estudo representam cinco modalidades:
a) acordes; b) audio; c) letras; d) simbdlicas; e €) voz. A opgao por essas modalidades
deu-se, principalmente, pelos resultados identificados na revisdo integrativa
conduzida (QUADRO 1), nos quais essas modalidades foram empregadas, com
destaque para audio e letras. Para esta pesquisa, ressalta-se que apenas
caracteristicas relacionadas ao conteudo musical foram consideradas e, por isso,
recursos baseados em metadados, por exemplo, foram descartados.

E prudente salientar que, para obter os acordes e as caracteristicas
simbdlicas, empregaram-se algoritmos e bibliotecas (Mauch, 2010; Mauch; Dixon,
2010; Wu et al., 2021) para estimar esses recursos. Dessa forma, evitaram-se
consultas a fontes externas para a aquisicao de dados, como cifras e arquivos MIDI,
permitindo, assim, que nao houvesse eliminagao de registros em virtude da falta
desses elementos.

Neste aspecto, entendeu-se, conforme apontaram Panda, Malheiro e Paiva
(2020a), que a estimativa de determinadas caracteristicas, como linhas melddicas
predominantes, embora seja um processo que demande aperfeicoamentos, ainda
assim pode fornecer informagdes relevantes e que nao sao consideradas nos
experimentos de REM (Panda; Malheiro; Paiva, 2020a).

Quanto as letras, estas foram coletadas, via script (Python), diretamente do
site Genius, tendo em vista que as tentativas de transcricdo automatica ficaram aquém

do esperado, apresentando inconsisténcias que inviabilizaram a automacao deste
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processo. Relativo a voz, a aquisicao desta modalidade ocorreu por meio da biblioteca
spleeter (Hennequin et al., 2020), que permitiu separar a parte instrumental da parte
vocal das musicas.

Por fim, todos os procedimentos de extragcdo consideraram apenas os 30
segundos extraidos e, com relacdo a padronizacdo dos audios, os seguintes
parametros foram adotados: a) extensao (wav); b) taxa de amostragem (22.500 Hz);
c) tamanho da amostra (16 bits); e d) taxa de bits (1411 kilobits per second (kbps))
(Yang et al., 2018; Griffiths et al., 2021).

Os detalhes acerca dos processos conduzidos para a extracdo das

caracteristicas para cada modalidade s&o apresentados nas proximas subsecgoes.

3.5.6.1 Acordes

Para estimar os acordes, empregou-se a biblioteca chord-extractor’’, que
consiste em uma implementacgdo, em Python, do plugin Chordino’®, sendo este plugin
frequentemente utilizado em pesquisas destinadas a estimar acordes (Aljanaki;
Wiering; Veltkamp, 2014; Aljanaki, 2016; Deng; Kwok, 2018; Giesel; Vatolkin;
Rudolph, 2020; Miller; Nicosia; Sandler, 2021).

As bases tedricas que sustentam o Chordino e, consequentemente, o
processo para estimar os acordes conduzido neste estudo, derivam da tese elaborada
por Mauch (2010), na qual o autor propés uma estratégia baseada na aplicagao do
algoritmo Non-Negative Least Squares (NNLS) para melhorar o reconhecimento de
acordes, a qual recebeu o nome de NNLS Chroma (Mauch, 2010; Mauch; Dixon,
2010).

Os acordes extraidos neste estudo foram obtidos considerando apenas a
parte instrumental das musicas. Como parametros, adotaram-se os valores default da
biblioteca utilizada, por serem recomendacdes presentes na propria documentacao do
plugin Chordino.

Quanto as caracteristicas, inicialmente, duas técnicas de mineragao de textos,
denominadas Bag-of-Words (BOW) e Term Frequency-Inverse Document Frequency
(TF-IDF) (Hasan; Matin, 2021; Rustan et al., 2021; Ahanin; Ismail, 2022) foram
consideradas. Todavia, a partir da conducdo de experimentos de classificacio,

7 Disponivel em: https://ohollo.github.io/chord-extractor/. Acesso em: 13 dez. 2021.
8 Disponivel em: http://www.isophonics.net/nnls-chroma. Acesso em: 13 dez. 2021.
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constatou-se a necessidade de substitui-las por caracteristicas “puramente
numéricas”, tendo em vista que, devido a realizagcdo de procedimentos como
balanceamento de classes e data augmentation, tendem a serem mais “simples” no
qgue concerne a replicagao de maneira sintética.

Dessa forma, como caracteristicas para representar os acordes, recorreu-se
a contagem e a proporgao dos tipos de acordes, conforme apresenta-se no QUADRO

29.

QUADRO 29 - CARACTERISTICAS EXTRAIDAS PARA OS ACORDES

Caracteristica

Descrigao

quantidadeAcordes Quantidade de acordes

outros Quantidade de acordes classificados como “outros”
setima Quantidade de acordes de sétima

setimaMaior Quantidade de acordes de sétima maior

setimaMenor

Quantidade de acordes de sétima menor

setimaMenorQuinta

Quantidade de acordes com sétima menor e quinta diminuta

sexta Quantidade de acordes com sexta
sextaMenor Quantidade de acordes com sexta menor
triadeAumentada Quantidade de acordes com triade aumentada

triadeDiminuta

Quantidade de acordes com triade diminuta

triadeMaior

Quantidade de acordes com triade maior

triadeMenor

Quantidade de acordes com triade menor

acordesUnicos

Quantidade de acordes unicos

proporcaoUnicos

Proporgao de acordes unicos

proporcaoTriadeMenor

Proporc¢ao de acordes com triade menor

proporcaoTriadeMaior

Proporgao de acordes com triade maior

proporcaoTriadeDiminuta

Proporcao de acordes com triade diminuta

proporcaoTriadeAumentada

Proporgao de acordes com triade aumentada

proporcaoSextaMenor

Proporgao de acordes com sexta menor

proporcaoSexta

Proporg¢ao de acordes com sexta

proporcaoSetima

Proporgao de acordes de sétima

proporcaoSetimaMaior

Proporcao de acordes de sétima maior

proporcaoSetimaMenor

Proporgao de acordes de sétima menor

proporcaoSetimaMenorQuinta

Proporgao de acordes de sétima menor e quinta diminuta

proporcaoOutros

Proporgao de acordes classificados como “outros”

FONTE: O autor (2023).

Para a extracdo das caracteristicas relatadas na QUADRO 29, cada acorde
estimado foi substituido pela sua respectiva categoria, como, por exemplo: Fdim
(triade diminuta), C7 (sétima), C6 (sexta) etc.
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3.5.6.2 Audio

As caracteristicas extraidas para o audio correspondem as propriedades
basicas da musica, sendo estas: a) dindmica; b) harmonia; c) melodia; d) ritmo; e)
timbre. Como base para definir quais caracteristicas utilizar, os trabalhos de McKay
(2010); Bogdanov et al. (2013); McFee et al. (2015); e Panda, Malheiro e Paiva (20203,
2020b) foram consultados de maneira complementar aos estudos multimodais
elencados no QUADRO 1.

A primeira propriedade abordada foi a dinamica, para qual duas
caracteristicas foram extraidas: a) Root Mean Square (RMS): indica a energia média
de um sinal (Mckay, 2010); e b) Loudness: fornece uma impressao subjetiva da
intensidade de um determinado som (Panda; Malheiro; Paiva, 2020a).

Para representar a harmonia, a primeira caracteristica consistiu na obtencao
dos valores relacionados ao cromagrama (chromagram - em inglés) (FIGURA 32), que
consiste em um vetor com 12 dimensdes, em que cada dimensao representa a
concentragédo de energia (intensidade) aproximada para 12 semitons (ex: C, C#, D,
D#, E, F, F#, G, G#, A, A#, B) (Panda; Malheiro, Paiva, 2020b).

FIGURA 32 - CROMAGRAMA (EXEMPLO)
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FONTE: O autor (2021).

Para a melodia, assim como para a dindmica, duas caracteristicas foram
extraidas, sendo a primeira denominada Pitch Salience, cuja fungao recai em

demonstrar o quao perceptivel € a presenca - ou sensacgao - do tom em um som. Neste
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aspecto, tons puros apresentam valores médios proximos a 0, enquanto os sons
compostos por varios harménicos no espectro tendem a demonstrarem valores
maiores (Panda; Malheiro; Paiva, 2020b).

Como segunda caracteristica melddica, buscou-se extrair a frequéncia
fundamental da melodia predominante das cangdes (Predominant Pitch Melodia),
baseando-se em uma implementag¢ao do algoritmo MELODIA, do qual os conceitos
remetem a pesquisa de Salamon e Gémez (2012). De forma resumida, a proposta de
Salamon e Gémez (2012) faz uso da criagéo e da caracterizagdo de contornos de tom,
além de sequéncias continuas de tempo considerando o agrupamento de tons por
meio de pistas auditivas, estabelecendo, assim, a presenca ou ndo de uma melodia
predominante.

A quarta propriedade contemplada com caracteristicas foi o ritmo, para o
qual as caracteristicas extraidas foram: a) Beats per Minute (BPM): representa o
numero de batidas por minuto de um sinal de audio; b) Danceability: estima a
“‘danceabilidade” de um determinado sinal de audio, no qual, quanto maior o valor para
esta caracteristica, mais “dangante” a musica é. Baseia-se no algoritmo Detrended
Fluctuation Analysis (DFA) proposto por Streich e Herrera (2005); e c) Predominant
Local Pulse (PLP): captura o andamento dominante, mesmo em musicas com
elementos nao percussivos (Panda; Malheiro; Paiva, 2020b). Deriva da pesquisa
desenvolvida por Grosche e Muller (2011).

Por ultimo, para representar o timbre, as seguintes caracteristicas foram

extraidas:

a. Mel-Frequency Cepstral Coefficients (MFCCs): coeficientes
baseados na escala Mel'®. Consiste em uma série de bancos de filtros triangulares de
baixa a alta frequéncia para filtrar o sinal de ruido de entrada (Jin et al., 2021).

b.  Spectral Centroid: indica, de certa forma, o “brilho” do som (ex: “escuro”
ou “brilhante”) (Mckay, 2010);

c. Spectral Flux: reflete a quantidade de mudancga espectral em um sinal
quadro a quadro (Mckay, 2010);

d. Spectral Rolloff: frequentemente utilizado para indicar a assimetria das
frequéncias presentes em uma janela (Panda; Malheiro; Paiva, 2020b);

9 Descreve as caracteristicas ndo lineares da percepgdo da frequéncia do ouvido humano (Jin et al.,
2021).
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e. Zero-crossing rate (ZCR): quantidade de vezes que um sinal alterna
entre valores negativos e positivos. Fornece uma estimativa acerca do ruido do sinal
(Mckay, 2010).

A sintese das caracteristicas relacionadas ao audio consideradas para esta
tese, bem como a relagdo com as estatisticas consideradas para cada caracteristica,
além dos principais parametros e as ferramentas utilizadas sdo apresentadas no
QUADRO 30.

QUADRO 30 - SINTESE DAS CARACTERISTICAS RELACIONADAS AO AUDIO CONSIDERADAS

Propriedade Caracteristica Atributos Total de Ferramenta
Valores
RMS Média e desvio padréao 2 librosa
Dinadmica
Loudness Total 1 Essentia
Harmonia Chromagram Méedia e dg_swo p?drao das 12 24 librosa
imensdes
Pitch Salience Total 1
Melodia Essentia
Predominant Pitch 1 . ~
Melodia Média e desvio padréao 2
BPM Total 1 Essentia
Ritmo Danceability Total 1
PLP Média e desvio padrao 2 librosa
MFCCs Med|a_e d_eswo padrgo dos 13 26
primeiros coeficientes
Spectral Centroid Média e desvio padrao 2
o . 3 librosa
Timbre Spectral Rolloff Média e desvio padrao 2
ZCR Média e desvio padréao 2
Spectral Flux Total 1 Essentia

FONTE: O autor (2021).

Todo o processo de extracado de caracteristicas do audio foi conduzido com

as bibliotecas librosa (Mcfee et al., 2015) e Essentia (Bogdanov et al., 2013),
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considerando as suas implementagbes em Python, com os todos os parametros
default, excetuando-se o numero de coeficientes para os MFCCs (13). Por fim,
salienta-se que todo o processo de extragdo considerou apenas a parte instrumental
das cancgdes, tendo em vista que caracteristicas especificas para a voz foram

consideradas separadamente.

3.5.6.3 Letras

Ao considerar as letras como uma modalidade, o objetivo estabelecido era
transcrever, automaticamente, o conteudo a partir dos arquivos de audio. Todavia, ao
utilizar ferramentas especificas de transcricdo, desenvolvidas, por exemplo, por

empresas como Microsoft e Google, os resultados obtidos foram insatisfatorios

(QUADRO 31), mesmo ao se tentar a transcrigao utilizando apenas a voz.

QUADRO 31 - EXEMPLOS DE TRANSCRICOES OBTIDAS AUTOMATICAMENTE

Speech to text

Cloud Speech-to-Text

Yeah, roll around
Thirty years they've been
married
And now they're old and
happy and they settle
down
Settle down, yeah
Twenty years they've
been

You roll around.

Yeah. authorities say they've been
married and now they're old and habits
and they settle down.

Settle down.

20 years

Original (Azure Microsoft) (Google)
For fifty years they've
been married
And they can't wait for
their fifty-first to roll They've been very. Oh, please, please.
around Can't wait for the 1st. They've been married

thinking.
Wait was in the first roll
around. Yeah.
I'm seriously pissed and
now we're happy.
What is it?

I'm going out
sleepwalking
Where mute memories
start talking
The boss that couldn't
help but hurt you
And the pretty thing you
made desert you
I'm going out like a baby
A naive, unsatisfiable

Going out sleepwalking.

Where Mutna Marie start talking.
Was getting help with her cheese.
And pretty thing he may desert you.
I'm going out like a baby. And | even said

Going out. Sleepwalking
Where music memory start
talking
back and helped her Chi.
And pretty thing and made
dessert, you.

I'm going out like a baby.
The naive onset of.

FONTE: O autor (2021).
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Para além das ferramentas listadas no QUADRO 31, recorreu-se a biblioteca
SpeechRecognition?0 (Python), com a qual os resultados também ndo atingiram
desempenho satisfatério. Outrossim, determinados maddulos dessa biblioteca
demandam a criagao de credenciais e ndo sao totalmente gratuitos.

Sendo assim, para ndo descartar as letras e reduzir o numero de modalidades,
a alternativa adotada consistiu no desenvolvimento de um script para coletar as letras
diretamente do site Genius?’. Por sua vez, o recorte para adequar o conteudo das
letras para os 30 segundos extraidos foi realizado manualmente.

Como caracteristicas, as ja citadas BOW e TF-IDF (Hasan; Matin, 2021,
Rustan et al., 2021; Ahanin; Ismail, 2022) foram consideradas inicialmente para obter
as frequéncias e os pesos das palavras em cada letra. Entretanto, da mesma maneira
que ocorreu com os acordes, em virtude dos procedimentos para a geragao de dados
sintéticos, optou-se por duas categorias de caracteristicas numéricas: a) frequéncias;
e b) analise de sentimentos.

Para a primeira categoria, frequéncias simples foram extraidas,
correspondendo ao numero de palavras, caracteres e palavras unicas das letras,
desconsiderando caracteres especiais (ex: @, #) e numeros. Ademais, a média e a
proporcao de palavras unicas (riqueza do vocabulario) foram adicionadas.

Com relacao as métricas de analise de sentimentos, empregou-se 0 modelo
léxico denominado Valence Aware Dictionary for sEntiment Reasoning (VADER)
(Hutto; Gilbert, 2014), que proporcionou a extragdo de quatro métricas: a) positivo: o
quao positivo o conteudo €é; b) negativo: o quéo negativo o conteudo €; c) neutro: o
quao neutro o conteudo é; e d) compound: métrica Unica que representa uma sintese
dos valores negativos e positivos do conteudo, onde valores préximos a -1 indicam
conteudo extremamente negativo, e valores proximos a 1, conteudo extremamente
positivo. Por fim, valores maiores que -0,05 e menores do que 0,05 sao tratados como
neutros.

A sintese das caracteristicas associadas as letras é exemplificada no
QUADRO 32.

20 Disponivel em: https://pypi.org/project/SpeechRecognition/. Acesso em 27 dez. 2021.
21 Disponivel em: https://genius.com. Acesso em: 28 dez. 2021.
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QUADRO 32 - CARACTERISTICAS EXTRAIDAS (LETRAS)

Caracteristica Definigao
charCount Quantidade de caracteres
wordCount Quantidade de palavras
avgWord Médias de palavras
uniqueWords Quantidade de palavras unicas
uniqueWordsProp Proporgao de palavras unicas
neg Valor negativo da letra
neu Valor neutro da letra
pos Valor positivo da letra
compound Métrica sintese dos valores positivos, negativos e neutros

FONTE: O autor (2023).

Com relagcdo ao pré-processamento das letras, o procedimento adotado
consistiu em converter todas as palavras para caracteres minusculos, tendo em vista
a padronizagao do vocabulario. Desse modo, variagbes como Houselhouse, e
Lovellove, por exemplo, foram analisadas somente como house e love,
respectivamente. Somado a esse procedimento, caracteres especiais (ex: #, @, $, *),
marcadores como [chorus] e [bridge], e numeros foram descartados. Os
procedimentos referentes as letras foram conduzidos com a biblioteca Natural
Language Toolkit?2 (NLTK).

Nessa etapa, destaca-se que, por conta de os segmentos analisados
possuirem poucas sentengas, optou-se por nao remover as chamadas stop words -
termos com alta frequéncia de ocorréncia em um idioma (ex: a, as, of, me, the, with)
e que pouco agregam em termos de conhecimento (Malheiro et al., 2018).

Finalizada a apresentacao do processo de extragao relacionado as letras, a

proxima subsecao contempla a extragcao das caracteristicas simbdlicas.

3.5.6.4 Caracteristicas simbolicas

Antes de extrair as caracteristicas simbdlicas, foi necessario transcrever os
arquivos de audio para o formato MIDI. Todavia, salienta-se que a transcrigéo
automatica de musicas ainda se encontra em fase experimental (Benetos et al., 2019;
Wu; Chen; Su, 2020), tendo em vista, por exemplo, a presenga de fontes simultaneas
no sinal (instrumentos e vocais), com diferentes alturas, volumes e timbres (Benetos
etal., 2019; Wu et al., 2021).

Entretanto, apesar do aspecto experimental, decidiu-se pela transcricao do

audio para o formato MIDI de forma automatica, em virtude da proposta desta tese em

22 Disponivel em: https://www.nltk.org. Acesso em: 30 abr. 2023.
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minimizar consultas a fontes externas em busca de modalidades e, eventualmente, o
descarte de registros por conta da falta de arquivos para todas as musicas
consideradas na base de dados desenvolvida.

Dessa forma, recorreu-se a biblioteca Omnizart?®> (Wu et al., 2021) a qual
permitiu a transcricdo de todos os audios da base de dados. A escolha por essa
biblioteca deu-se por conta do seu processo ser construido a partir de médulos que
utilizam deep learning, desenvolvidos para suportar abordagens com multiplos
instrumentos; para mais, trata-se de uma aplicagao de facil manipulacdo, tendo em
vista que sua execugao é simplificada por instrugdes via linha de comando (Wu et al.,
2021).

Finalmente, o processo de transcricdo adotado, com a biblioteca Omnizart,
resultou em arquivos MIDI compostos por transcricbes em piano das musicas,
contemplando apenas a parte instrumental das cangdes. Os fundamentos deste
processo derivam das abordagens desenvolvidas por Wu, Chen e Su (2019; 2020),
nas quais os autores desenvolveram os seus modelos de transcricdo baseados na
arquitetura de deep learning U-Net (Ronneberger; Fischer; Brox, 2015).

Apds o processo de transcricdo, procedeu-se a extracdo das caracteristicas
simbdlicas por meio da biblioteca music2124 (Cuthbert; Ariza, 2010), considerando o
modulo music21.features.jSymbolic, que implementa, em Python, parte das
caracteristicas disponiveis na ferramenta jSymbolic?® (Mckay, 2010). A relacdo das

caracteristicas simbolicas utilizadas é listada no QUADRO 33.

23 Disponivel em: https://music-and-culture-technology-lab.github.io/omnizart-doc/index.html. Acesso
em: 03 jan. 2022.

24 Disponivel em: https://web.mit.edu/music21/doc/index.html. Acesso em 03 jan. 2022.

25 Disponivel em: http://jmir.sourceforge.net/ifSymbolic.html. Acesso em: 03 jan. 2022.
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QUADRO 33 - CARACTERISTICAS SIMBOLICAS CONSIDERADAS NESTA TESE

Caracteristica

Descrigao

Altura média (Primary register)

Altura média identificada para o arquivo MIDI

Média da duragéo das notas (Average note
duration)

Média da duragao das notas em segundos

Desvio padréo da duragéo das notas
(Variability of note duration)

Desvio padrao da duragéo das notas em
segundos

Duragao maxima das notas (Maximum note
duration)

Valor maximo da duragao das notas em
segundos

Duragéo minima das notas (Minimum note
duration)

Valor minimo da duragéo das notas em segundos

Alcance (Range)

Diferenga em semitons entre os tons mais altos e
mais baixos

Densidade (Note density)

Numero médio de notas por segundo

Tons baixos (Importance of bass register)

Fracao de notas entre tons de MIDI 0 e 54

Tons médios (Importance of middle register)

Fracéo de notas entre os tons de MIDI 55 e 72

Tons altos (Importance of high register)

Fracdo de notas entre os tons de MIDI 73 e 127

Altura prevalente (Most common pitch class
prevalence)

Fracdo de notas correspondentes a classe de
afinagdo mais comum

Variedade de tons (Pitch class variety)

Numero de tons usados pelo menos uma vez

FONTE: O autor (2022) com base em McKay (2010).

Diante do conteudo apresentado no QUADRO 33, ressalta-se que cada
caracteristica é representada por um unico valor, dessa forma, 12 caracteristicas
simbdlicas foram consideradas nesta tese. Quanto a definicdo de quais caracteristicas
extrair, analisou-se a documentacdo da biblioteca music21, bem como a tese de
Mckay (2010), em busca de caracteristicas adequadas para a transcricao conduzida
(piano), na qual, por exemplo, ndo permitiu o uso de caracteristicas destinadas a

outros instrumentos (ex: violao, violino, saxofone etc.).

3.5.6.5Voz

A ultima modalidade considerada consistiu na voz, para a qual utilizou-se a
biblioteca spleeter?6 (Hennequin et al., 2020) para separar a parte instrumental do

conteudo vocal das musicas. A biblioteca em questdo é uma aplicagao desenvolvida

26 Disponivel em: https://github.com/deezer/spleeter. Acesso em 08 jan. 2022.
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por uma equipe do streaming Deezer e baseia-se no modelo proposto por Jansson et
al. (2017), cuja principal caracteristica € o uso da arquitetura de deep learning U-net
(Ronneberger; Fischer; Brox, 2015) como mecanismo para a separagao dos recursos.

Apos obter as vozes para todas as musicas da base de dados, foi possivel
extrair trés categorias de caracteristicas concernentes a voz, sendo essas: a)
caracteristicas espectrais; b) caracteristicas prosddicas - também nomeadas como
continuas; e c) caracteristicas relacionadas a qualidade da voz (El Ayadi; Kamel;
Karray, 2011; Akgay; Oguz, 2020).

As caracteristicas espectrais representam os recursos obtidos ao se transpor
o sinal de audio do dominio do tempo para o dominio da frequéncia, normalmente
empregando a transformada de Fourier (Akgcay; Oguz, 2020). Para essa categoria,
consideraram-se trés caracteristicas: a) formantes; b) Gammatone Frequency
Cepstral Coefficients (GFCCs); e ¢) MFCCs.

Os formantes correspondem as varias regides de frequéncia que apresentam
intensidade relativamente grande em um espectro de som, e cuja causa deve-se a
ressonancia acustica do trato vocal humano (Liu et al., 2021). Além do mais,
representam uma das formas para se caracterizar um fonema (Akcay; Oguz, 2020).

Quanto aos GFCCs, estes coeficientes derivam da aplicagdo de bancos de
filtros Gammatone, cuja principal fungéo é “imitar” o comportamento da coclea?” (Patni
et al., 2021). No que tange ao numero de coeficientes, a extragao de 12 coeficientes
pode ser suficiente para descrever uma classe de emocgao (Patni et al., 2021).

Em relagcdo aos MFCCs, estes consistem nos mesmos coeficientes extraidos
para representar o timbre nas caracteristicas relacionadas ao audio. Todavia, para a
voz, optou-se por analisar os 16 primeiros coeficientes, tendo em vista que os
seguintes sao redundantes e diminuem a precisdo de um sistema (Patni et al., 2021).

As caracteristicas prosodicas sdo aquelas que podem ser percebidas pelo
homem, como entonagao e ritmo (Akgay; Oguz, 2020). Para esta tese, as seguintes
caracteristicas prosodicas foram consideradas: a) duragcdo; e b) frequéncia
fundamental (Fo).

A duracao refere-se a quantidade de tempo para construir vogais, palavras e
construgbes semelhantes que estdo presentes na fala, englobando, por exemplo, a

taxa de duracgao das regides com vozes (“vozeadas”) e em siléncio (“ndo vocalizadas”)

27 “unidade auditiva onde as vias auditivas elétricas, que consistem em células ciliadas vibratérias
internas e externas, se iniciam” (Tuhanioglu et al., 2019, p. 283).
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(Akgay; Oguz, 2020). A respeito da frequéncia fundamental (Fo), essa é criada pelas
vibragdes nas cordas vocais, e produz caracteristicas ritmicas e tonais da fala (Akcay;
Oguz, 2020).

Finalmente, as caracteristicas relacionadas a qualidade da voz, nas quais a
qualidade é determinada pelo resultado de propriedades fisicas do trato vocal (Akgay;
Oguz, 2020). Nesta categoria, extrairam-se as seguintes caracteristicas: a) Harmonics
to Noise Ratio (HNR): mede a relagcao entre os componentes harménicos e de ruido
(Fernandes et al., 2017); b) jitter. medida da variagdo glotica entre os ciclos de
vibragdo das cordas vocais (Fernandes et al., 2017), sendo um indicador da
instabilidade da frequéncia fundamental (Akcay; Oguz, 2020); e c) shimmer: relaciona-
se com a variacao de magnitude ao longo dos periodos gloticos (Fernandes et al.,
2017), e indica a instabilidade da amplitude (Akgay; Oguz, 2020).

A sintese das caracteristicas vocais extraidas para esta tese € apresentada
no QUADRO 34.
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QUADRO 34 - CARACTERISTICAS RELACIONADAS A VOZ CONSIDERADAS NESTA TESE

Categoria | Caracteristicas Atributos Total de Valores Ferramenta
Média e desvio padréo da
Formantes frequéncia ° da I_a rgura de 12 openSMILE?8
banda (trés primeiros
formantes)
Espectrais s . ~
GFCC Média e de_sylo padrao (12 > Essentia
coeficientes)
MFCC Med_la e desvio pqdrao (16 32 librosa
primeiros coeficientes)
Média e desvio padrao das
Duracéao regides vozeadas e nao 4
Prosddicas vocalizadas openSMILE
Fo Média e desvio padréao 2
HNR Média e desvio padrao 2
Qualidade Jitter Média e desvio padréo 2 openSMILE
Shimmer Média e desvio padréao 2

FONTE: O autor (2022).

Quanto as bibliotecas, considerou-se as implementacbées em Python, com
todos os parametros para a extragdo das caracteristicas como default, exceto: a)
numero de MFCCs (16); e b) numero de GFCCs (12).

Com a extragdo das caracteristicas relacionadas a voz, o total de
caracteristicas para esta tese correspondeu a 169, conforme a distribuicdo relatada
na TABELA 3.

TABELA 3 - TOTAL DE CARACTERISTICAS EXTRAIDAS

Modalidade NiUmero de caracteristicas
Acordes 25
Audio 65
Letras 9
Simbdlicas 12
Voz 58
Total 169

FONTE: O autor (2023).

Finalizada a etapa de extragdo de caracteristicas, na sequéncia, as

estratégias de classificacdo adotadas nesta pesquisa séo apresentadas.

28 Disponivel em: https://audeering.github.io/opensmile-python/. Acesso em: 07 jan. 2022.
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3.6 ESTRATEGIAS DE CLASSIFICACAO

Nesta subsecdo, detalhes acerca das arquiteturas de deep learning e dos
algoritmos de aprendizado de maquina empregados, como o0s hiperparametros
testados sao fornecidos. Por fim, o protocolo de experimentos realizados é

apresentado.

3.6.1 Arquiteturas de deep learning empregadas

Neste estudo, as arquiteturas de deep learning consistiram nas descritas na
subsecao 2.6, uma vez que essas foram projetadas para problemas compostos por
dados tabulares. Para mais, com o intuito de enriquecer a proposta, duas arquiteturas
“tradicionais” foram adaptadas e testadas, sendo essas: a) uma versao com trés
camadas da arquitetura MLP; e b) uma adaptacao da arquitetura CNN, denominada
como 1D-CNN, tendo como principal atributo uma camada totalmente conectada para
criar um conjunto maior de atributos com caracteristicas de localidade, seguida por
varias camadas 1D-Conv (Shwartz-Ziv; Armon, 2022).

Quanto aos hiperparametros, esses foram definidos a partir de consultas a
literatura e as documentacgdes associadas as arquiteturas empregadas, e consistiram

em elementos basicos conforme a relacao abaixo:

a) batch size: numero de exemplos de treinamento usados em uma unica
iterac&o do algoritmo de otimizag&do durante o treinamento;

b) epochs: numero de vezes que todo o conjunto de treinamento é
apresentado ao modelo durante o treinamento;

c) optimizer: algoritmo de otimizagdo usado para atualizar os pesos do
modelo durante o treinamento;

d) dropout. técnica de regularizacdo usada para evitar overfitting
(sobreajuste);

e) num_layers: numero de camadas em uma rede neural;

f)  num_trees: numero de arvores em um modelo;

g) max_epochs: numero maximo de épocas permitido durante o

treinamento de um modelo;
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h)  n steps: numero de etapas usadas para atualizar os pesos do modelo

durante o treinamento.

Finalmente, a sintese dos hiperparametros e dos respectivos valores e
atributos testados em cada arquitetura de deep learning € apresentada no QUADRO
35. Outrossim, as estruturas projetadas para cada arquitetura, como numero de

camadas e funcdes de ativacdo, por exemplo, sdo listadas no APENDICE H.

QUADRO 35 - HIPERPARAMETROS - ARQUITETURAS DE DEEP LEARNING

Arquitetura Hiperparametros testados Apoio teérico
batch size: [32, 64, 128]
epochs: [50, 100, 150] Shwartz-Ziv e
1D-CNN L . ;
optimizer: [[SGD’, ‘adam’] Armon (2022)
dropout: [0,2; 0,25; 0,3]
3 batch size: [32, 64, 128] Gorishniy et al.
FT-Transformer epochs: [50, 100, 150] (2021)
batch size: [32, 64, 128]
epochs: [50, 100, 150]
MLP optimizer: [SGD’, ‘adam’] Sahu et al. (2020)
dropout: [0,2; 0,25; 0,3]
num_layers: [3,5,7,9, 12,
15]
NODE num_trees: [64, 128, 256] Shwartz-Ziv e
batch size: [32, 64, 128] Armon (2022)
max_epochs: [50, 100, 150]
optimizer: [[SGD’, ‘adam’]
n steps: [3,5,7,9, 12, 15]
TabNet batch size: [32, 64, 128] Shwartz-Ziv e
epochs: [50, 100, 150] Armon (2022)
optimizer: [SGD’, ‘adam’]
batch size: [32, 64, 128]
TabTransform epochs: [50, 100, 150] Huang et al. (2020)
optimizer: [SGD’, ‘adam’]

FONTE: O autor (2023).

Com relagcdo aos algoritmos de aprendizado de maquina e os respectivos

hiperparametros considerados, esses sao detalhados na sequéncia.

3.6.2 Algoritmos de aprendizado de maquina empregados

Os algoritmos de aprendizado de maquina empregados nesta tese foram

selecionados mediante o estudo de pesquisas correlatas, como as descritas no
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QUADRO 1, da subsegao 1.3 (justificativa), além de métodos considerados em
trabalhos sobre arquiteturas de deep learning para dados tabulares, cujos objetivos
consistiam em verificar o desempenho dessas arquiteturas diante de algoritmos
“tradicionais”.

Apos esse estudo, seis algoritmos foram selecionados e testados ao longo da
pesquisa e, para fins de compreensdo, suscintas descricbes dos algoritmos

considerados nesta tese sao fornecidas no QUADRO 36.

QUADRO 36 - ALGORITMOS DE APRENDIZADO DE MAQUINA UTILIZADOS NA TESE
Algoritmo Descrigao Referéncia

Algoritmo de boosting de gradiente que usa
Prokhorenkova et al.

CatBoost processamento paralelo para acelerar o treinamento (2018)

e reduzir a necessidade de ajuste de hiperparametros.

Algoritmo de aprendizado supervisionado que
k-Nearest »
] classifica pontos de dados com base na classe da
Neighbors (k- o . ) o Cover e Hart (1967)

NN) maioria dos seus vizinhos mais proximos em um

espaco de recursos.

Algoritmo de gradient boosting que usa a técnica de
] excluséo de caracteristicas baseada em histograma
LightGBM . ] Ke et al. (2017)
para acelerar o treinamento e reduzir o uso de

memoria.

Algoritmo que constréi varias arvores de decisdo
independentes com diferentes amostras de dados e )
Random Forest ) o . Breiman (2001)
recursos e combina suas previsdes para produzir uma

saida final.

Algoritmo de aprendizado supervisionado que
Support Vector | encontra o hiperplano que melhor separa as classes )
) o Vapnik (1995)
Machine (SVM) | em um espacgo de recursos, maximizando a margem

entre as classes.

Algoritmo de boosting de gradiente que usa a técnica

XGBoost de crescimento por arvore para construir arvores de | Chen e Guestrin (2016)

decisdo em cada iteragao do treinamento.
FONTE: O autor (2023).

Quanto aos hiperparametros, esses foram definidos a partir de consultas a
literatura e as documentacgdes associadas as arquiteturas empregadas, e consistiram

em elementos basicos conforme a relacao abaixo:
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depth: numero de camadas em uma arvore de decisao ou em um modelo
de rede neural;

learning rate: controla o tamanho dos passos durante o processo de ajuste
dos pesos em um algoritmo de aprendizado de maquina;

iterations: numero de vezes que um algoritmo de aprendizado de maquina
percorre todo o conjunto de dados durante o treinamento;

n_neighbors: numero de vizinhos mais proximos considerados em um
algoritmo de classificacdo ou regressdo baseado em vizinhos mais
proximos (k-NN);

weights: pesos atribuidos aos vizinhos mais préximos em um algoritmo k-
NN.

metric: métrica usada para medir a distancia entre pontos em um algoritmo
k-NN;

num_Jleaves: numero maximo de folhas em uma arvore de decisdo ou em
um modelo de floresta aleatéria;

min_data in leaf: numero minimo de exemplos de treinamento permitidos
em uma folha em uma arvore de decisdo ou em um modelo de floresta
aleatéria.

max_depth: profundidade maxima permitida em uma arvore de decisdo ou
em um modelo de floresta aleatoria;

n_estimators: numero de arvores em um modelo de floresta aleatéria ou
em um modelo de boosting;

max_features: nUumero maximo de recursos considerados em cada divisao
em uma arvore de decisdo ou em um modelo de floresta aleatdria;
min_samples_leaf: numero minimo de exemplos de treinamento
permitidos em uma folha em uma arvore de decisdo ou em um modelo de
floresta aleatoria;

kernel: fungdo usada em um algoritmo de SVM para transformar os dados
de entrada em um espag¢o de maior dimensionalidade;

C: hiperparametro em um algoritmo SVM que controla a penalidade por
violagdo das margens de decisao;

colsample bytree: numero de colunas (recursos) considerados em cada

arvore em um modelo de boosting.
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Finalmente, a sintese dos hiperparametros por algoritmos, e dos respectivos

valores e atributos testados é apresentada no QUADRO 37.

QUADRO 37 - HIPERPARAMETROS - ARQUITETURAS DE APRENDIZADO DE MAQUINA

Modelo Hiperparametros testados Suporte teodrico

‘depth’: [2, 3, 4, 5]
CatBoost | ‘learning rate’: [0.0001, 0.001, 0.01, 0.1, 1.0] | Hancock e Khoshgoftaar (2020)
‘iterations’: [10, 50, 100, 250, 500]

‘n_neighbors’: [5,7,9,11,13,15]
K-NN ‘weights’: ['uniform','distance'] Wazirali_(2020)
‘metric’: ['minkowski,'euclidean','manhattan']

‘num_Jleaves’: [20, 100, 200, 500]
‘min_data in leaf’: [10, 100, 200]
‘max_depth’: [3, 6, 9, 12]
learning_rate: [0.01, 0.1, 0.3]

LightGBM Xiaolei, Mingxi e Zeqgian_(2020)

‘n estimators’: [150, 200, 300, 400]
‘max features’: ['auto', 'sqrt']
'min_samples_leaf". 2, 3, 4, 5],
'max_depth": [20, 30, 40, 50 None]

RF Joo et al. (2021)

SVM kernel’: [‘linear’, ‘poly’, ‘rbf’, ‘sigmoid’]

‘¢ 0.1, 1, 10, 100, 1000] Mantovani et al. (2019)

‘max depth’: [3, 6, 12]
‘learning rate’: [0.1, 0.2, 0.3]
‘n estimators’: [100, 200, 300]
‘colsample bytree’: [0.4, 0.7, 1.0]

FONTE: O autor (2023).

XGBoost Pan et al. (2022)

Expostos o0s hiperparametros empregados para cada algoritmo de
aprendizado de maquina, a seguir, apresenta-se o protocolo com os experimentos

conduzidos.

3.6.3 Protocolo de experimentos

Para a conducido dos experimentos de classificagdo, um protocolo com as
diferentes estratégias empregadas neste estudo foi desenvolvido. Neste protocolo,
quatro cenarios foram elaborados, sendo esses: a) classificagao considerando todos
os atributos/caracteristicas e ajuste de hiperparametros (A); b) classificagdo mediante
selecdo de atributos/caracteristicas e reducdo de dimensionalidade (B); c¢)
classificagdo mediante balanceamento de classes (C); e d) classificagdo a partir de

data augmentation (D).
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No cenario numero A, os experimentos de classificacdo foram realizados
considerando todas as caracteristicas extraidas para as bases de dados — um e dois
— para a pesquisa. No caso das arquiteturas de deep learning, em virtude da proposta
de multimodalidade, esse cenario ocorreu a partir da unido das cinco modalidades —
acordes, audio, letras, simbdlicas e voz — em um unico arquivo; para os algoritmos de
aprendizado de maquina, a classificagao foi conduzida para cada modalidade.

Para mais, neste cenario, conduziram-se os ajustes dos hiperparametros
relatados nas subsegdes 3.6.1 e 3.6.2, respectivamente, por meio de uma estratégia
automatica denominada grid search, responsavel por conduzir uma busca exaustiva
a partir dos parametros indicados para os métodos. Outrossim, nos cenarios que
envolviam métodos como o algoritmo de aprendizado de maquina SVM e arquiteturas
de deep learning, devido ao tempo de processamento, o ajuste dos hiperparametros
foi realizado de forma manual pelo pesquisador.

Para o segundo cenario, duas abordagens foram consideradas. Na primeira,
que visou reduzir a dimensionalidade dos conjuntos de dados, aplicou-se a Analise de
Componentes Principais (Principal Component Analysis (PCA)), determinado como
percentual de variancia 90,00% (Johnson; Smith; Adams, 1985; Alkhayrat; Aljnidl;
Aljoumaa, 2020).

Ao se trabalhar com PCA, tem-se que essa técnica € matematicamente
definida como uma transformacao linear ortogonal que transforma os dados em um
novo sistema de coordenadas, de modo que a maior variagao por alguma projecéo
dos dados venha a residir na primeira coordenada (primeiro componente principal), a
segunda maior variagéo na segunda coordenada, e assim sucessivamente (Alkhayrat;
Aljnidi; Aljoumaa, 2020).

Para a segunda abordagem, selecionou-se as melhores caracteristicas para
cada algoritmo e arquitetura, construida com o algoritmo boruta (Kursa; Rudnicki,
2010), cujo funcionamento consiste, basicamente, em remover iterativamente os
recursos que siao comprovados por um teste estatistico como menos relevantes do
que versodes aleatérias (Kursa; Rudnicki, 2010). Como algoritmo de classificacao,
acrescentou-se o Random Forest ao boruta.

No que tange ao terceiro cenario, os dados foram balanceados considerando
duas estratégias: a) reducdo de exemplos de todas as classes, menos para os
registros pertencentes a emocao “raiva/medo”, por meio da técnica Tomek Links

(Tomek, 1976); e b) aumento dos registros da classe composta por dados da emogao
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‘raiva/medo”, aplicando o algoritmo Synthetic Minority Oversampling Technique
(SMOTE) (Chawla et al., 2002).

Referente ao quarto e ultimo cenario, este contemplou apenas a base um, em
virtude dos resultados de classificacdo observados ao longo dos trés cenarios
anteriores. Ademais, ressalta-se que o aumento dos registros, realizados de forma
automatica com a biblioteca audiomentations??, foi conduzido apenas para a extragao
das caracteristicas relacionadas as caracteristicas pertencentes as modalidades
audio, simbdlicas e voz.

Como |justificativa para essa escolha, consideraram-se o0s resultados
observados para essas modalidades durante os experimentos com os algoritmos de
aprendizado de maquina, que indicaram melhor desempenho dessas sobre as outras
duas caracteristicas (acordes e letras). Por fim, como recursos para o aumento de
dados, quatro foram testados: a) acréscimo de ruido gaussiano (AddGaussianNoise);
b) alteragao da velocidade (TimeStretch) ou a duragao do sinal sem alterar o tom; c)
mudanca do tom (PitchShift), para cima e para baixo, sem comprometer o ritmo; e d)
alternar a ordem do sinal (Shift).

A sintese dos cenarios acima descritos € apresentada no protocolo de
experimentos, listado no QUADRO 38.

29 Disponivel em: https://github.com/iver56/audiomentations. Acesso em: 21 jan. 2023.
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QUADRO 38 - PROTOCOLO DE EXPERIMENTOS

# Cenario Descrigéo

Deep learning: uniao dos atributos de todas as modalidades;

Machine learning: atributos de cada modalidade (ex: audio;
letras etc.).

Considerando todos os
A | atributos extraidos e ajuste | Automatica: hiperpardmetros ajustados por meio da estratégia
hiperparametros grid search;

Manual: quando necessario, devido a complexidade
computacional da abordagem automatica em alguns métodos (ex:
SVM; arquiteturas de deep learning).

Selegao de atributos: selegdo automatica por meio do algoritmo
boruta (Kursa; Rudnicki, 2010).

Empregando selecéo de

B atributos e redugao de

dimensionalidade

Reducao de dimensionalidade: PCA, considerando 90,00% de
variancia (Johnson; Smith; Adams, 1985; Alkhayrat; Aljnidi;
Aljoumaa, 2020).

Undersampling: remocao de exemplos de todas as classes,
exceto a classe minoritaria, empregando a abordagem Tomek
Links (Tomek, 1976). Parametros default, com excecéo a
estratégia de amostragem (sampling_strategy), empregada como

¢ | Aplicando balanceamento ‘auto’
de classes
Oversampling: acréscimo de exemplos para a classe minoritaria,
empregando o algoritmo SMOTE (Chawla et al. 2002).
Parametros default, com excecéo a estratégia de amostragem
(sampling_strategy), empregada como ‘minority’
D Recorrendo a técnicas de Aumento de registros para a base um, utilizando a biblioteca
data augmentation audiomentations.

FONTE: O autor (2023).

Concernente ao pré-processamento, para todos os cenarios realizou-se a
padronizacdo dos dados de treinamento, considerando z = (x —u) / s, onde x
representa uma amostra; u indica a média das amostras de treinamento; e s significa
o desvio padrao das amostras de treinamento.

Quanto a separacgdo dos conjuntos de treino e teste, respeitou-se a proporg¢ao
75,00% dos registros para treinamento e os 25,00% restantes para o conjunto de
teste, com a separagao de forma estratificada, considerando a fungao train_test _split

da biblioteca Scikit-learn (Pedregosa et al., 2011). No tocante a avaliagcdo dos
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experimentos, a métrica selecionada correspondeu a acuracia obtida nos conjuntos

total de acertos

de testes, considerando a seguinte equacao: : * 100.
total de registros

3.7 SINTESE DA METODOLOGIA DESENVOLVIDA

Esta subsecao fornece elementos de sintese acerca dos encaminhamentos
metodoldgicos adotados nesta tese, visando facilitar a compreensao desses. Neste
sentido, um resumo visual (FIGURA 33) e um quadro abarcando todas as ferramentas

empregadas neste estudo foram elaborados.

FIGURA 33 - RESUMO VISUAL DOS ENCAMINHAMENTOS METODOLOGICOS

DEFINIGAO DO MODELO DE EMOGOES

1.Consulta a literatura
CONSTRUGAO DA BASE DE DADOS

1.ldentificag@o e coleta das musicas
2.Revisdo/validag@o das musicas
3.Extragéo das caracteristicas
PROTOCOLO DE EXPERIMENTOS

1.Todos os atributos e ajuste de
hiperparametros

2.Reducéo de dimensionalidade

3.Selecdo de atributos

CENARIOS DE cI.ASSIFchQlD
4.Data augmentation

1.Arquiteturas de deep learning:
e 1D-CNN; FT-Transformer;, MLP; NODE;
TabNet; TabTransform
2. Algoritmos de aprendizado de méquina:
o CatBoost; k-NN; LightGBM; Random
Forest; SVM; XGBoost

AVALIAGAO

1.Acuracia
2.Tempo de processamento

FONTE: O autor (2023).

Com relacéo a lista de ferramentas utilizadas ao longo desta pesquisa, é
prudente salientar que os objetivos associados a identificagdo do modelo de emogdes
a ser utilizado e a quais modalidades empregar para o reconhecimento de emogoes

em musicas nao necessitaram de ferramentas especificas, tendo em vista que foram
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conduzidos por meio de pesquisa bibliografica e revisdes de literatura. Para os

demais, a relagao com as ferramentas é apresentada no QUADRO 39.

QUADRO 39 - SINTESE DAS PRINCIPAIS FERRAMENTAS EMPREGADAS NA TESE

Objetivo Procedimento Ferramentas
Identificar as musicas BeautifulSoup
relacionadas ao modelo Selenium
de emogdes considerado Spotipy
Coletar as musicas b
identificadas pytube
Padronlzar’a _duragao das pydub
musicas
Construir uma base multimodal composta S_gbmi_ter:s musicas
por caracteristicas relacionadas as identifica Jas para a )
modalidades identificadas revisao
chord-extractor
Essentia
librosa
Extrair as caracteristicas music21
identificadas NLTK
Omnizart
openSMILE
spleeter
Comparar diferentes arquiteturas de deep Reallzag_:é}o de cenarios Tensorflow
| . . de classificagdo com os PyTorch Tabular
earning para o reconhecimento .
de emogdes na base elaborada me_todos Keras
selecionados pytorch-tabnet
Comparar o desempenho de classificagao
obtido com a abordagem desenvolvida, CatBoost
com os desempenhos proporcionados por Avaliar os resultados LightGBM
abordagens com uma modalidade, obtidos scikit-learn
construidas a partir de algoritmos de xgboost
aprendizado de maquina

Fonte: elaborado pelo autor (2023).

Finalizada a se¢éo acerca dos encaminhamentos metodolégicos, a préxima

secao contempla os resultados deste estudo.
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4 ANALISE E DISCUSSAO DOS RESULTADOS

Esta secao contempla os resultados para os processos de revisao e avaliagao
dos segmentos conduzidos junto aos voluntarios, bem como discutem-se os
resultados obtidos para as classificacbes consideradas as arquiteturas de deep
learning e os algoritmos de aprendizado de maquina, além da comparagao entre os
resultados dessas duas abordagens. Por fim, as publicagées obtidas até o momento

sdo listadas.

4.1 RESULTADOS DA REVISAO DAS MUSICAS (EXPERIMENTO PILOTO)

Conforme relatado na subsecgéo 3.4.3, o processo de revisdo dos segmentos
foi conduzido com o auxilio de oito voluntarios, no qual, em um primeiro momento,
almejou-se avaliar se as emog¢des apontadas pelos voluntarios correspondiam aos

termos retirados da plataforma AllMusic. Este cenario € apresentado na TABELA 4.

TABELA 4 - CONCORDANCIA ENTRE VOLUNTARIOS E PLATAFORMA

Emocéao Registros Concordéancia Concordancia (%)
Amor/ternura 293 118 40,27%
Calma 347 61 17,58%
Felicidade 660 49 7,42%
Medo 210 10 4,76%
Raiva 450 83 18,44%
Tristeza 660 48 7,27%
Total 2.620 369 14,09%

FONTE: O autor (2022).

Ao observar-se a TABELA 4, percebe-se que o percentual geral de
concordancia entre os avaliadores e a plataforma foi de apenas 14,09%, com o maior
percentual de concordancia para os segmentos da emog¢ao amor/ternura (40,27%).
Com base nesses resultados, entendeu-se que nao havia condi¢cdes de sustentar que
os segmentos classificados pelos voluntarios correspondiam as emogdes originais
oriundas da AllMusic.

Neste sentido, relembra-se que o processo de rotulacdo adotado pela
plataforma é fechado e n&o informa quais critérios os editores empregam para a
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classificagao das cancdes. Além do mais, ndo é possivel saber por quantos editores
cada cangao é avaliada, tampouco ndo se pode precisar sobre qual duragao e
segmento foram atribuidos os rétulos emocionais.

Assim sendo, os rétulos originais, obtidos da plataforma AllMusic e tratados
pelo pesquisador, foram desconsiderados. A partir desse descarte e, tendo em vista
que o processo de revisao por parte dos avaliadores foi conduzido de forma cega, ou
seja, sem estes terem conhecimento a respeito de qual emocgéo estava atrelada aos
segmentos analisados, decidiu-se por considerar para a base de dados somente
aqueles segmentos em que houve igualdade nas respostas dos avaliadores (emogéo
voluntario 1 = emocao voluntario 2).

Como exemplificacdo, um segmento foi rotulado com a emocéao calma, caso
os dois avaliadores que o escutaram (ex: A7 e A2) elegeram essa emogao; de maneira
semelhante, caso os avaliadores 3 e 4 (A3 e A4) identificassem um segmento como
relacionado a tristeza, esta foi adotada como a sua emocao. Nesta abordagem, a base
de dados é a soma de todas as concordancias identificadas nos conjuntos avaliados
pelas duplas.

A redistribuicdo dos segmentos conforme o processo adotado € apresentada
na TABELA 5.

TABELA 5 - REDISTRIBUIQAO DOS SEGMENTOS A PARTIR DA CONCORDANCIA
DOS VOLUNTARIOS

Avaliadores Amor/ternura Calma Felicidade Medo Raiva Tristeza Total

Ale A2 4 7 38 29 96 65 239
A3 e A4 89 13 49 14 30 45 240
A5 e A6 35 16 8 23 20 48 150
A7 e A8 118 61 29 12 20 50 290

Total 246 97 124 78 166 208 919

FONTE: O autor (2022).

Conforme observa-se na TABELA 5, o total de registros para a base de dados
foi de 919 registros. Para avaliar se as concordancias obtidas poderiam ser
sustentadas estatisticamente, empregou-se o coeficiente Kappa de Cohen (k) (Cohen;
1960; Landis; Koch, 1977), conforme apresentado na TABELA 6.
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TABELA 6 - AVALIACAO DA CONCORDANCIA ENTRE OS AVALIADORES DE ACORDO
COM O COEFICIENTE KAPPA DE COHEN (k)

. Concordancia p-valor
Avaliadores K (%) (<) Resultado

Razoavel concordancia
Ale A2 0,2127 [IC 95%: 0,17 - 0,25] 36,21% 0,0001 estatisticamente
significativa
Razoavel concordancia
A3 e A4 0,2224 [IC 95%: 0,17 - 0,26] 36,36% 0,0001 estatisticamente
significativa

Leve concordancia

A5 e A6 0,086 [IC 95%: 0,05 - 0,12] 22,73% 0,0001 estatisticamente
significativa
Razoavel concordancia
A7 e A8 0,2898 [IC 95%: 0,24 - 0,34] 45,31% 0,0001 estatisticamente
significativa

FONTE: O autor (2022).

A definicdo da forga da concordancia foi realizada com base nos valores de k
(TABELA 6), e utilizou-se, como referéncia, o trabalho de Landis e Koch (1977). De
acordo com esse estudo, as seguintes classificagdes podem ser efetuadas com base
no valor de «: a) < 0,00 (ruim); b) 0,00-0,20 (leve); c) 0,21-0,40 (razoavel); d) 0,41-0,60
(moderado); e) 0,61-0,80 (substancial); e f) 0,81-1,00 (quase perfeito).

Por fim, ressalta-se, mesmo que, no maximo razoaveis, as concordancias
entre os avaliadores apresentaram-se como estatisticamente significativas (p-valor <

0,0001), considerando um intervalo de confianga de 95,00%.

4.2 RESULTADOS DA AVALIACAO DAS MUSICAS (EXPERIMENTO AJUSTADO)

Para o experimento ajustado, conforme exemplificado na secao 3.5.5, duas
abordagens de validacédo foram adotadas: a primeira, considerando a concordancia
entre os voluntarios; a segunda, concentrando-se na emog¢ao mais indicada para cada
musica. Para a primeira abordagem, o total de musicas com concordéancia observada

foi de 1.412, e o percentual de emogdes por emocdes € demonstrado na TABELA 7.
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TABELA 7 - PERCENTUAL DE REGISTROS POR EMOCOES (BASE UM)

Emocgao Frequéncia Frequéncia (%)
Alegria 442 31,30%
Raiva/Medo 236 16,71%
Serenidade 305 21,60%
Tristeza 429 30,38%
Total 1412 100,00%

FONTE: O autor (2023).

Como observa-se na TABELA 7, as emogdes alegria e tristeza destacaram-
se durante o processo avaliativo, concentrando pouco mais de 60,00% dos registros
para a base um.

Concernente ao nivel de concordancia observada entre os avaliadores,
recorreu-se ao Kappa de Fleiss (Fleiss, 1971; Hallgren, 2012) e os resultados obtidos
sao listados na TABELA 8.

TABELA 8 — RESULTADOS PARA A CONCORDANCIA ENTRE OS AVALIADORES

Indicador Avaliador (1,2,3) Avaliador (1,2,4) Avaliador (1,2,5)
Percentual 21,80% 26,70% 39,90%
Kappa 0,2301 0,2343 0,4226
Concordancia Razoavel Razoavel Moderada
p-valor 0,0001 0,0001 0,0001
IC (95%) (0,2136 - 0,2467) (0,2159 - 0,2527) (0,4057 - 0,4395)
Musicas 349 426 637

FONTE: elaborado pelo autor (2023).

Com base na analise da TABELA 8, observa-se que as concordancias foram,
minimamente, razoaveis, com exce¢ao ao resultado alcangado para os registros
avaliados pelos voluntarios um, dois e cinco, cujo valor do Kappa de Fleiss indica uma
concordancia moderada. Por fim, ressalta-se que todos os valores observados sao
estatisticamente significativos ao se considerar um intervalo de confianga de 95,00%.

Quanto a base composta pelos registros para os quais maioria foi estabelecida
como critério, 4.303 musicas foram selecionadas, conforme elenca-se na TABELA 9.
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TABELA 9 - PERCENTUAL DE REGISTROS POR EMOCOES (BASE DOIS)

Emocgao Frequéncia Frequéncia (%)
Alegria 1.237 28,75%
Raiva/Medo 602 13,99%
Serenidade 1.210 28,12%
Tristeza 1.254 29,14%
Total 4.303 100,00%

FONTE: O autor (2023).

A partir da TABELA 9, visualiza-se que a base composta pela maioria
observada apresenta maior equilibrio entre as emocdes do que a base um, todavia,
mesmo neste cenario, a emocao ‘raiva/medo”, assim como na base anterior,
apresentou-se como a classe com o menor numero de registros (602). Finalmente,
quanto aos percentuais de musicas retidas em cada conjunto avaliado, esses sao
listados na TABELA 10.

TABELA 10 - PERCENTUAIS DE MUSICAS RETIDAS (MAIORIA OBSERVADA)

Avaliadores Percentual Musicas
1,2,3 85,30% 1.364
1,2,4 90,30% 1.443
1,2,5 93,62% 1.496

Fonte: elaborado pelo autor (2023).

Para a abordagem considerando a maioria observada entre os avaliadores,
nota-se alta taxa de retengédo de segmentos, com o percentual médio igual a 89,75%.
Para mais, no que tange as estatisticas descritivas das bases de dados desenvolvidas,
estas estdo organizadas no APENDICE |, para a base um, e no APENDICE J, para a
base dois.

4.3 RESULTADOS PARA O CENARIO DE CLASSIFICACAO A

Nesta subsecdo, detalham-se os resultados obtidos para o cenario de
classificagdo A composto por classificagbes considerando todas as caracteristicas
extraidas e pelo ajuste dos hiperparametros descritos na subsecao 3 .6 (estratégias
de classificagdo). Neste aspecto, a partir do ajuste de hiperparametros, os melhores
valores foram aplicados para o desenvolvimento dos experimentos nos seguintes

cenarios (B, C e D).
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4.3.1 Resultados alcangados com as abordagens multimodais

Para as abordagens multimodais, considerando as arquiteturas de deep
learning, os resultados obtidos considerando todos os atributos e o ajuste de

hiperparametros sio sintetizados na TABELA 11.

TABELA 11 - RESULTADOS PARA TODOS OS ATRIBUTOS E AJUSTE DE HIPERPARAMETROS

Base dois Base um
Arquitetura Acuracia Tempo (s) Arquitetura Acuracia Tempo (s)
TabNet 65,89% 91,07 FT-Transformer  81,02% 28,78
FT-Transformer 65,70% 50,75 TabNet 81,01% 44,94
NODE 63,47% 84,37 NODE 79,89% 151,52
TabTransform 63,38% 4,50 MLP 79,32% 21,14
MLP 63,10% 10,96 TabTransform 77,05% 3,39
1D-CNN 59,11% 124,23 1D-CNN 67,99% 82,04

FONTE: O autor (2023).

A partir da analise da TABELA 11, nota-se que as acuracias das arquiteturas
melhoraram consideravelmente na base um em comparagado com a base dois, com a
diferenca, em média, de 15,58%. Tal comportamento indica que a base um tende a
representar melhor o comportamento dos dados em relagédo a base composta pela
maioria identificada.

Quanto ao desempenho das arquiteturas, para a base dois, a arquitetura
TabNet obteve a maior acuracia, com 65,89%, enquanto a arquitetura 7D-CNN
apresentou a menor acuracia, com 59,11% de acerto. Quanto a base um, as
arquiteturas FT-Transformer e TabNet apresentaram as maiores acuracias, com
81,02% e 81,01%, respectivamente, enquanto a 7D-CNN apresentou a menor
acuracia, com 67,99%.

Em relagdo ao tempo de execugdo, assim como observado quanto a acuracia,
de maneira geral, os tempos de execugado para a base um foram inferiores aos da
base dois. Neste sentido, percebe-se que a arquitetura NODE apresentou o maior
tempo de execugdo na base um, com 151,52 segundos, enquanto na base dois, 0
maior tempo de execucgao (124,23 segundos) foi registrado para a arquitetura 7D-
CNN.

Por fim, os respectivos hiperparametros selecionados para a obtencdo dos
resultados aqui relatados sdo apresentados no APENDICE K.
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4.3.2 Resultados obtidos com os algoritmos de aprendizado de maquina

Considerando a modalidade audio, na base dois, a melhor acuracia foi obtida
com o algoritmo CatBoost (todos os atributos), que apresentou 62,91% de acerto. Na
base um, o algoritmo CatBoost (hiperparametros) obteve a maior acuracia com
77,33%. Em termos de tempo de execugéo, o algoritmo K-NN consistiu no mais rapido
para ambas as bases de dados, com tempos de execugéo proximos a zero segundos.

Quanto aos experimentos envolvendo os acordes, o algoritmo com melhor
desempenho na base dois foi o SVM (hiperparéametros), com 42,10% de acuracia; em
relagao a base um, o SVM (hiperparametros), com 50,42% de acuracia, sobressaiu-
se. Ademais, assim como para o audio, os menores tempo de execucdo foram
registrados para o algoritmo K-NN nas duas bases de dados.

Para as letras, na base dois, o modelo com melhor acuracia foi o XGBoost
(hiperparametros) com 45,72%, e na base um, o SVM (hiperparametros) obteve o
melhor desempenho com 54,67%. Novamente, quanto ao tempo de execucéo, o K-
NN apresentou-se como o algoritmo mais rapido para ambas as bases de dados.

Concernente as caracteristicas simbdlicas, na base dois, o algoritmo CatBoost
(hiperparametros), com 56,13% de acerto, apresentou-se como o melhor método. Na
base um, o SVM (hiperparametros) obteve o melhor desempenho, alcangando 68,27 %
de acuracia. Em relacdo ao tempo de processamento, assim como observado até o
momento, o K-NN teve o tempo de execugao mais rapido para ambas as bases de
dados.

Finalmente, em relagdo a voz, o modelo com melhor acuracia na base dois foi
o CatBoost (todos os atributos) com 60,40%, e na base um, o CatBoost
(hiperparametros) obteve a maior acuracia com 72,23%. O modelo com tempo de
execucgao mais rapido — assim como para as demais modalidades — foi o K-NN, com
o melhor desempenho observado nas bases deste estudo.

A comparacao detalhada da acuracia e do tempo de processamento para
cada modalidade e algoritmo é apresentada, respectivamente, no APENDICE L (todos
os atributos) e no APENDICE M (hiperparametros), enquanto os hiperparametros
selecionados para os algoritmos de aprendizado de maquina sao listados no
APENDICE N.
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4.4 RESULTADOS PARA O CENARIO DE CLASSIFICACAO B

Nesta subsecdo, detalham-se os resultados obtidos para o cenario de
classificagdo B, composto por classificagbes empregando redugdo de

dimensionalidade e selegcao de atributos.

4.4 1 Resultados alcangados com as abordagens multimodais

Para as abordagens multimodais, elaboradas a partir da aplicagédo das
arquiteturas de deep learning, os hiperparametros que apresentaram os melhores
resultados para o cenario um foram replicados (APENDICE K). Como primeira
estratégia metodolégica neste cenario, recorreu-se ao uso da técnica PCA, com
90,00% de variancia, que resultou em 72 componentes para a base dois, e 67
componentes para a base um. Os resultados dessa estratégia séo listados na TABELA
12.

TABELA 12 - RESULTADOS OBTIDOS COM O USO DE PCA, COM 90,00% DE VARIANCIA

Base dois Base um
Arquitetura Acuracia Tempo (s) Arquitetura Acuracia Tempo (s)
TabNet 63,47% 62,56 MLP 77,90% 4,35
MLP 61,15% 17,36 TabNet 75,92% 27,00
1D-CNN 60,13% 142,01 NODE 75,35% 147,25
NODE 53,15% 96,96 FT-Transformer 73,75% 28,11
FT-Transformer 28,71% 26,12 1D-CNN 73,65% 11,00
TabTransform 21,56% 94,62 TabTransform  73,37% 4,64

FONTE: O autor (2023).

Com base na TABELA 12, no que diz respeito ao desempenho das
arquiteturas de deep learning, verifica-se variagao de acordo com a base de dados
utilizada. No caso da base dois, observa-se que a arquitetura TabNet apresentou a
maior acuracia (63,47%), seguida pelas arquiteturas MLP e 1D-CNN, com acuracias
de 61,15% e 60,13%, respectivamente. Ainda quanto a base dois, € importante
destacar os resultados obtidos com as arquiteturas FT-Transformer e TabTransform,
cujas taxas de acerto ficaram abaixo dos 30,00%.

Para a base um, a arquitetura MLP apresentou aumento consistente na
acuracia, apresentando o melhor desempenho para essa base, com 77,90% de
acerto, seguida pelas arquiteturas TabNet (75,92%) e NODE (75,35%), cujos
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desempenhos também se apresentaram como consistentes ao serem comparados
com os alcangados na base dois.

Além das acuracias, é importante ressaltar que o tempo de execugao das
arquiteturas também variou consideravelmente, com destaque para a arquitetura MLP
que apresentou tempos de execucao inferiores as demais arquiteturas em ambas as
bases, destacando-se os 4,35 segundos registrados na base um. Por outro lado, a
arquitetura NODE registrou tempos elevados, em ambas as bases, como os 147,25
segundos apresentados na base um.

Nos resultados alcancados por meio da selegcao de atributos, salienta-se que
esses foram alcangados com o numero de caracteristicas igual a 118, para a base
dois, e 123, para a base um, além da aplicagao padronizag&o nos dados. As taxas de

acerto obtidas sao representadas na TABELA 13.

TABELA 13 - RESULTADOS OBTIDOS COM O USO DE SELECAO DE ATRIBUTOS

Base dois Base um
Arquitetura Acuracia Tempo (s) Arquitetura Acuracia Tempo (s)
TabNet 66,45% 87,07 TabNet 79,04% 38,62
TabTransform 65,89% 4,36 NODE 77,90% 153,48
NODE 65,42% 91,07 TabTransform  76,77% 3,00
FT-Transformer 64,21% 30,02 MLP 67,42% 6,97
MLP 60,50% 18,76 1D-CNN 66,85% 41,08
1D-CNN 59,57% 52,88 FT-Transformer 58,64% 10,84

FONTE: O autor (2023).

Observa-se na TABELA 13 que a arquitetura TabNet obteve o melhor
desempenho em ambas as bases de dados, com acuracia de 66,45% na base dois e
79,04% na base um. Além disso, essa arquitetura apresentou tempos de
processamento razoaveis nas duas bases (87,07 segundos na base dois e 38,62
segundos na base um).

Os resultados acima representados (TABELA 13) demonstram que, na base
dois, além da arquitetura TabNet, as arquiteturas TabTransform e NODE,
apresentaram acuracias levemente superiores aos 65,00% de acerto. De maneira
semelhante, condizente a base um, essas arquiteturas apresentaram desempenho
semelhante a arquitetura TabNet, com valores iguais 77,90% e 76,77%de acuracia,
respectivamente.

Além da acuracia apresentada pelas arquiteturas de deep learning, observa-

se que, em relagao a base dois, a arquitetura TabTransform atingiu o menor tempo de
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processamento, finalizando o seu treinamento em 4,36 segundos. Do mesmo modo,
quanto a base um, essa mesma arquitetura também apresentou o menor tempo de
processamento, com 3 segundos.

Indo além, com base nos resultados obtidos, pode-se concluir que a
abordagem de seleg¢ao de atributos apresentou melhores resultados para a base dois,
com arquiteturas mais rapidas e com acuracias levemente superiores em comparagao
a abordagem PCA. Nesta comparagao, observa-se que a acuracia das arquiteturas
variou entre 21,56% (TabTransform) a 63,47% (TabNet), sendo que a maioria das
arquiteturas apresenta uma acuracia inferior a 61,00%. Concernente ao tempo de
processamento, este oscilou de 17,36 segundos (MLP) a 142,01 segundos (71D-CNN).

Por outro lado, ao avaliar a tabela dos resultados com sele¢ao de atributos,
observa-se que a acuracia das arquiteturas € sutilmente maior, variando entre 59,57%
(1D-CNN) e 66,45% (TabNet). Neste aspecto, cabe destacar que a arquitetura TabNet
apresentou a maior acuracia tanto na abordagem PCA quanto na selegao de atributos.
Finalmente, ao ser comparado, o tempo de processamento com selegao de atributos
€ menor se comparado ao obtido junto ao PCA, variando entre 4,36 segundos
(TabTransform) a 91,07 segundos (NODE).

Adotando a mesma analise para a base um, visualize-se que os resultados
apresentados nesta base indicam que as arquiteturas obtiveram um desempenho
melhor do que na base dois em termos de acuracia, com as arquiteturas MLP
(77,90%) e TabNet (79,04%) apresentando-se como as arquiteturas mais assertivas
em suas bases: base dois, para a primeira, e base um, para a segunda.

Em relacdo ao tempo de processamento, nota-se que a arquitetura NODE
apresentou o maior tempo de processamento em ambas as bases e abordagens -
147,25 (base dois) e 153,48 (base um), enquanto a TabTransform apresentou os
menores tempos para as duas bases: 3,00 segundos para a base um e 4,64 segundos
para a base dois.

Ao comparar as duas abordagens — PCA e selegdo de atributos -, percebe-se
que ambas produzem resultados até certo ponto préximos em relagao a acuracia, com
leve vantagem para o uso de PCA, cuja média de acerto girou em torno de 74,99%
contra 71,10% para a selegao de atributos, considerando a base um, cujas taxas de

acerto foram superiores as oriundas da classificacdo desempenhada na base dois.
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4.4.2 Resultados obtidos com os algoritmos de aprendizado de maquina

Analisando a base dois classificada a partir da aplicagdo de PCA - cuja relagéo
do numero de componentes para cada base e modalidade € listada na TABELA 14 -
tem-se que, para o audio, a melhor acuracia nesta modalidade foi obtida com o
algoritmo LightGBM, cujo valor atingiu 62,45% de acerto. Para os acordes, apenas o
XGBoost obteve acuracia superior a 40,00% (40,14%). Considerando as letras como
modalidade principal, o LightGBM obteve a melhor acuracia, com 43,77%.
Concernente as caracteristicas simbolicas, para esta modalidade, dois algoritmos
apresentaram 51,57% de acerto, sendo esses o Random Forest e o XGBoost.
Finalmente, considerando o cenario de classificagdo composto pelas caracteristicas
associadas a voz, o algoritmo SVM obteve o melhor desempenho, alcangando 59,10%

de acuracia.

TABELA 14 - COMPONENTES PRINCIPAIS (BASES MAIORIA E CONCORDANCIA)

Modalidade Base dois Base um
Audio 29 28
Acordes 12 11
Letras 4 4
Simbdlicas 7 7
Voz 27 26

FONTE: O autor (2023).

Acerca do tempo de execugdo, o algoritmo mais rapido para todas as
caracteristicas foi o K-NN, com tempos de processamento proximos a 0,00 segundos;
por sua vez, o algoritmo que apresentou o maior tempo de processamento foi o0 SVM,
que levou 84,76 segundos para treinar os dados relacionados as caracteristicas que
representavam a modalidade voz.

Ao considerar os resultados para a base um empregando reducéo de
dimensionalidade, ao utilizar o audio como modalidade, o algoritmo SVM obteve a
melhor acuracia, com 76,48% de acerto. No que diz respeito ao uso dos acordes, 0
algoritmo CatBoost teve melhor desempenho, com 47,59%. Para o cenario
considerando as letras como recurso principal, o algoritmo K-NN obteve a melhor
acuracia, com 53,54%.

Nas caracteristicas simbodlicas, o melhor algoritmo foi o LightGBM, cuja
acuracia foi de 60,91%. Em conclusao, para as caracteristicas representativas da voz,

o algoritmo SVM obteve a melhor acuracia, com 72,52%. Quanto ao tempo de
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execugao, novamente o algoritmo K-NN, com processamentos proximos a 0,00
segundos, apresentou-se como o algoritmo mais rapido em todas as caracteristicas,
na base um.

Adentrando-se nos resultados da selegdo de atributos, cujo numero de
caracteristicas selecionadas para cada modalidade é elencado na TABELA 15, na
base dois, os modelos com melhor desempenho em relagdo as caracteristicas de
audio foram o CatBoost e o SVM, com acuracias de 62,45% e 60,68%,
respectivamente. Em relagcdo aos acordes, o LightGBM foi o modelo com melhor
desempenho, atingindo uma acuracia de 33,36%. Ja em relacgao as letras, o XGBoost
teve o melhor desempenho, com acuracia de 50,28%. Nas caracteristicas simbdlicas,
o CatBoost obteve a melhor acuracia, com 56,04%. Em relacdo a voz, o algoritmo

SVM teve um desempenho superior, com uma acuracia de 59,85%.

TABELA 15 - NUMERO DE CARACTERISTICAS SELECIONADAS

Modalidade Base dois Base um
Audio 54 64
Acordes 1 5
Letras 5 7
Simbodlicas 8 9
Voz 51 51

FONTE: O autor (2023).

Na base um, o modelo CatBoost obteve a melhor acuracia em relagao a
caracteristica de audio, atingindo 77,90%. Em relagdo aos acordes, o modelo
XGBoost obteve uma acuracia de 47,03%. Para as letras, o algoritmo SVM obteve o
melhor desempenho, com uma acuracia de 54,67%. Em relagdo as caracteristicas
simbdlicas, o modelo SVM obteve o melhor desempenho, com uma acuracia de
67,42%. Por fim, na caracteristica pertencentes a voz, o modelo SVM obteve
novamente a melhor acuracia, com uma acuracia de 72,80%.

Em relacdo ao tempo de execugao dos modelos, percebe-se variacdo entre
os diferentes modelos e caracteristicas. Na base dois, 0 modelo SVM apresentou o
tempo de execugao mais alto para a base, com 23,36 segundos de processamento
nas caracteristicas simbdlicas, enquanto que na base um, o modelo CatBoost
apresentou o tempo de execugao mais alto para a caracteristica de audio, com 17,02
segundos. No geral, os modelos que tiveram um tempo de execugédo mais rapido

foram o K-NN e o XGBoost, com tempos abaixo de 5 segundos em ambas as bases.
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A comparacgao detalhada da acuracia e do tempo de processamento para
cada modalidade e algoritmo, considerando o uso de PCA, é apresentada no
APENDICE O, e, para a selecéo de atributos, os indicadores constam no APENDICE
P.

4.5 RESULTADOS PARA O CENARIO DE CLASSIFICACAO C

Nesta subsecdo, detalham-se os resultados obtidos para o cenario de

classificagao C, composto por classificagdes aplicando balanceamento de classes.
4.5.1 Resultados alcangados com as abordagens multimodais

Os resultados alcangados para a base dois (TABELA 16), considerando a
estratégia de remocéo de registros das classes, demonstram que a arquitetura FT-
Transformer obteve a maior acuracia, atingindo 65,70%. Além dessa arquitetura,
ressaltam-se os desempenhos das arquiteturas TabNet, com acuracia de 65,25% e
TabTransform, cuja acuracia foi de 62,54%, obtida em apenas 9,21 segundos de
treinamento. Como arquitetura mais lenta em relagcdo ao tempo para processamento,

o posto pertenceu a arquitetura 1D-CCN, com 142,11 segundos.

TABELA 16 - RESULTADOS PARA A ESTRATEGIA UNDERSAMPLING
Base dois Base um

Arquitetura Acuracia Tempo (s) Arquitetura Acuracia Tempo (s)

FT-Transformer  65,70% 38,38 TabTransform 79,60% 2,61
TabNet 65,25% 91,64 NODE 78,47% 178,37
TabTransform 62,54% 9,21 TabNet 78,18% 45,38
NODE 62,36% 79,57 FT-Transformer  76,48% 21,43

MLP 58,27% 21,11 MLP 70,82% 6,01
1D-CNN 57,43% 142,41 1D-CNN 56,09% 12,69

FONTE: O autor (2023).

Na base um, as arquiteturas apresentaram resultados mais satisfatorios do
que na base dois, sugerindo que a concordancia entre os exemplos influenciou
positivamente a capacidade de classificagcdo dos modelos. Para esta base, a
arquitetura TabTransform obteve a maior acuracia na categoria, com 79,60% de
acerto. Além do mais, apenas a arquitetura 7D-CNN nao ultrapassou os 70,00% de

acerto. Em relacédo ao tempo de execugao, assim como na base dois, a TabTransform
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foi a arquitetura mais rapida (2,61 segundos) e a arquitetura NODE a mais lenta, com
178,37 segundos.

Para a estratégia de acréscimo de registros (TABELA 17) — oversampling —
para a classe minoritaria — raiva/medo -, na base dois, a arquitetura TabNet
novamente obteve a maior acuracia, alcancando 66,72%. Todavia, essa arquitetura
apresentou o maior tempo de treinamento, com 117,98 segundos. Nesta base, como
resultado negativo, tem-se o desempenho da arquitetura TabTransform, cuja acuracia
foi de apenas 35,03%. Ademais, a arquitetura com melhor desempenho considerando

o tempo de processamento consistiu na MLP, com 21,39 segundos.

TABELA 17 - RESULTADOS PARA A ESTRATEGIA OVERSAMPLING
Base dois Base um

Arquitetura Acuracia Tempo (s) Arquitetura Acuracia Tempo (s)

TabNet 66,72% 117,98 FT-Transformer  79,89% 43,69
NODE 65,15% 102,01 NODE 79,04% 249,79
FT-Transformer  63,75% 84,90 MLP 79,04% 5,75
MLP 63,38% 21,39 TabNet 77,05% 28,82
1D-CNN 57,80% 103,34 TabTransform  76,77% 2,67
TabTransform 35,03% 104,95 1D-CNN 70,25% 21,07

FONTE: O autor (2023).

A estratégia oversampling na base um resultou na arquitetura FT-Transformer
como aquela com a maior acuracia, atingindo 79,89% de acerto. Em segundo lugar,
visualiza-se empate entre as arquiteturas NODE e MLP, ambas com uma acuracia de
79,04%. Entretanto, é prudente destacar que a arquitetura NODE é aquele com o
tempo mais longo de processamento, com 249,79 segundos. Por sua vez, a
TabTransform é a arquitetura mais rapida, levando apenas 2,67 segundos para

concluir o seu treinamento.
4.5.2 Resultados obtidos com os algoritmos de aprendizado de maquina

Na base dois, os resultados para a estratégia undersampling apresentaram
acuracias variando entre 35,78% e 60,96%, com a maioria dos modelos apresentando
acuracia abaixo de 60,00%. Em relacdo ao tempo de execucdo dos modelos, &
possivel notar que os modelos baseados em arvores (XGBoost, CatBoost, LightGBM

e RF) apresentaram tempos de execug¢ao maiores que 0s outros algoritmos.



163

A maior acuracia na base dois foi obtida pelo algoritmo XGBoost ao ser
aplicado para classificacdo considerando as caracteristicas relacionados ao audio.
Neste cenario, esse algoritmo atingiu 60,96% de acerto.

Nota-se baixo desempenho em todos os modelos empregados para classificar
acordes e letras, cujas acuracias estiveram abaixo de 50,00%, enquanto as
caracteristicas simbolicas e as referentes a voz apresentaram acuracia acima de
50,00% para todos os modelos, com destaque para o XGBoost (55,20% - simbdlicas)
e SVM (56,97% - voz). Além disso, € interessante notar que o K-NN apresentou
tempos de execugdo menores ao longo dos experimentos se comparado aos demais
algoritmos.

No tocante a base um, as acuracias variam de 43,90% a 76,77%, enquanto os
tempos de execugado variam de 0,03 segundos a 16,70 segundos. Na classificagao da
modalidade audio, o modelo CatBoost obteve a maior acuracia com 76,77%. Para a
classificagao de acordes, o modelo XGBoost, com 52,12% de acuracia destacou-se,
enquanto o algoritmo CatBoost, para as letras, alcangou 53,82% de acuracia.

Para as modalidades restantes, o algoritmo Random Forest atingiu 66,28% de
acerto para a classificacdo baseada nas caracteristicas simbdlicas, enquanto o
modelo XGBoost teve a maior acuracia para as caracteristicas extraidas da voz, com
72,23%. Finalizando, em relacdo ao tempo de execucgao, o algoritmo com melhor
desempenho foi o K-NN, com tempos abaixo dos dez segundos.

Considerando a estratégia de oversampling, os algoritmos de aprendizado de
maquina na base dois, no que diz respeito a classificacdo da modalidade audio, o
algoritmo que apresentou melhor desempenho foi o CatBoost, com acuracia de
60,96%. Ja para a classificagao de acordes e letras, todos os modelos apresentaram
desempenho ruim, com acuracia abaixo de 45,00%.

Para a classificacdo das caracteristicas simbdlicas, dois modelos obtiveram
os melhores desempenhos, sendo esses o CatBoost e o XGBoost, ambos com
acuracia de 52,69%. Por fim, para a classificagdo da modalidade voz, todos os
modelos apresentaram desempenho relativamente semelhante, com destaque para o
CatBoost e o XGBoost, empatados como os melhores resultados, alcangando
acuracia de 55,20%. No que se refere ao tempo de execucgao, é possivel observar que
os modelos LightGBM e K-NN, em geral, apresentaram tempos menores de execugao,

enquanto os modelos SVM e CatBoost apresentaram tempos de execugao maiores.
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Na classificagdo com oversampling na base um, a modalidade audio teve o
maior resultado, proporcionado pelo algoritmo CatBoost cuja acuracia atingiu 80,17%.
Entretanto, esse modelo foi o responsavel pelo maior tempo de processamento (18,95
segundos). Na classificagdo por meio dos acordes, nenhum dos modelos obteve uma
acuracia muito alta, sendo o modelo Random Forest o melhor com uma taxa de acerto
de 52,97%.

Para a classificacdo das caracteristicas baseadas em letras, novamente o
modelo XGBoost obteve a maior acuracia (52,12%). Para a tarefa de classificagao das
caracteristicas simbdlicas, os algoritmos SVM e LightGBM apresentaram a maior
acuracia (65,72%). Finalmente, ao se considerar a voz, houve um empate triplo entre
os algoritmos XGBoost, Random Forest e LightGBM, todos com 70,53% de acerto
para essa modalidade.

A comparacao detalhada da acuracia e do tempo de processamento para cada
modalidade e algoritmo, considerando a estratégia undersampling, € apresentada no
APENDICE Q, e, para a estratégia oversampling, os indicadores constam no
APENDICE R.

4.6 RESULTADOS PARA O CENARIO DE CLASSIFICACAO D

Referente ao quarto e ultimo cenario, este destinou-se apenas a base um, em
virtude dos resultados de classificagdo observados ao longo dos trés cenarios
anteriores, e foi conduzido apenas considerando a extragdo das caracteristicas
relacionadas as modalidades audio, simbdlicas e voz, tendo em vista que essas se
sobressairam durante os experimentos com os algoritmos de aprendizado de
maquina.

Neste cenario, os 1.412 registros da base um foram enriquecidos com os
registros aumentados que obtiveram os melhores resultados com os algoritmos de
aprendizado de maquina, posto que, com esses algoritmos, cada modalidade foi
testada de forma isolada. Para tanto, os melhores cenarios foram obtidos,
respectivamente considerando o uso de: a) shift para a modalidade audio; b) shift para
as caracteristicas simbolicas; e c) pitch para as caracteristicas relacionadas a voz.

Desse modo, a base um, em sua versao “aumentada”, contou com mais 1.412
registros, totalizando 2.824 musicas. Todavia, é necessario informar que os dados

“‘aumentados” sé foram inseridos para os conjuntos de treinamento, selecionado
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esses registros a partir dos ids, a fim de evitar o vazamento de dados, ou seja, que os
dados originais, armazenados no conjunto de treinamento pudessem “reconhecer” as
suas copias, inflacionando a acuracia dos experimentos.

Para as abordagens multimodais desenhadas a partir do uso das arquiteturas
de deep learning, as modalidades letras e acordes foram desconsideradas, e o
caracter multimodal foi sustentado pelas modalidades &udio, caracteristicas
simbdlicas e voz. A sintese dos resultados para esse cenario € apresentada na
TABELA 18.

TABELA 18 — RESULTADOS: ARQUITETURAS DE DEEP LEARNING (DATA AUGMENTATION)

Arquitetura Acuracia Tempo (s)
TabNet 80,73% 55,40
NODE 78,18% 382,96

FT-Transformer 77,90% 80,39
TabTransform 75,92% 19,24
MLP 75,35% 21,18
1D-CNN 70,82% 30,66

FONTE: elaborado pelo autor (2023).

Neste cenario, o melhor desempenho foi obtido considerando a aplicagao da
arquitetura TabNet, com acuracia igual a 80,73%, e um tempo de treinamento
moderado de 55,40 segundos. Outro resultado a ser destacado consiste no obtido
com a arquitetura NODE, que apresentou a segunda melhor acuracia, 78,18%, mas
com um tempo de treinamento elevado - 382,96 segundos - ao ser comparado aos
obtidos pelas outras arquiteturas.

Em relagdo aos resultados alcangados com algoritmos de aprendizado de
maquina (TABELA 19), pode-se observar que a acuracia média desses algoritmos
variou entre 60,00% e 78,00%, mais ou menos.
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TABELA 19 — RESULTADOS: ALGORITMOS DE APRENDIZADO DE MAQUINA (DATA
AUGMENTATION)

Audio Simbdlicas Voz

Tempo Modelo Acuracia Tempo Modelo Acuracia Tempo

(s) (s) (s)

Modelo Acuracia

CatBoost  78,75% 16,24 SVM 69,68% 4,34  LightGBM  75,64% 1,03
SVM 76,48% 0,25 CatBoost  64,87% 7,98 SVM 73,08% 0,30
LightGBM  73,93% 14,78  XGBoost  64,30% 0,64 CatBoost  71,11% 1,64

XGBoost  73.65% 137 L’gﬁGB 64.02% 079 XGBoost  70,82% 1,96

RF 72,80% 5,95 RF 62,60% 2,19 RF 69,68% 3,55
K-NN 72,22% 0,09 K-NN 60,90% 0,09 K-NN 68,55% 0,07

FONTE: O autor (2023).

Considerando o audio, o algoritmo CatBoost apresentou a melhor acuracia
com 78,75%. Em relagdo ao tempo de treinamento, o algoritmo K-NN foi o mais rapido,
levando apenas 0,09 segundos para finalizar o seu treinamento. Para a classificagao
empregando as caracteristicas simbdlicas, a melhor acuracia foi obtida com o
algoritmo SVM, com valor igual a 69,68%. A respeito do tempo de treinamento, o
algoritmo K-NN foi novamente o mais rapido, com os mesmos 0,09 segundos de
execugao. Finalmente, para a voz, o LightGBM apresentou a melhor acuracia com
75,64% de acerto. Quanto ao tempo de treinamento, assim como observado nas
outras modalidades, o K-NN apresentou-se como o método mais rapido, treinando a
sua base em um tempo de 0,06 segundos.

Finalizada a secdo dos resultados obtidos para os cenarios elaborados, a
seguir é estabelecida a comparagédo entre esses, a fim de sintetizar os principais

pontos observados nesta pesquisa.

4.7 COMPARACAOQ E SINTESE DOS RESULTADOS

Com base nos resultados relatados nas segbes anteriores, tem-se que, para
a base dois, a arquitetura TabNet obteve a maior acuracia em quatro das cinco
abordagens desenhadas para esta base (todos os atributos e hiperparametros
(TA/HI), selecao de atributos (SA), PCA, reducéo de registros (UNDER) e aumento de
registros (OVER)). Ademais, essa arquitetura apresentou o maior valor de acerto,
66,72%, na abordagem de aumento dos registros das classes (OVER). Para esta

acuracia, a classificacdo para cada emocao é apresentada na TABELA 20.
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TABELA 20 - MELHOR CENARIO DE DEEP LEARNING (BASE DOIS)

Emocao Alegria Raiva/medo Serenidade Tristeza
Alegria 13,27% 17,15% 1,94%
Raiva/medo 26,00% 2,67% 7,33%
Serenidade 11,22% 1,65% 27,72%
Tristeza 3,82% 2,55% 20,38%

FONTE: O autor (2023).

Analisando a TABELA 20, nota-se que a emocéo tristeza apresenta a maior
taxa de acerto, com 73,25% das amostras corretamente classificadas, enquanto
serenidade possui uma taxa de acerto de 59,41%. A emocgéo alegria possui a segunda
melhor taxa de acerto, com 67,64%. No entanto, é importante ressaltar que ha uma
porcentagem consideravel de amostras dessa classe sendo erroneamente
classificadas como raiva/medo (13,27%) e serenidade (17,15%).

A classe raiva/medo apresenta 66,00% das amostras corretamente
classificadas. Todavia, também apresenta uma propor¢cao nao negligenciavel de
amostras classificadas incorretamente como alegria (26,00%) e tristeza (7,33%). Tais
pontos indicam que a arquitetura TabNet pode ter dificuldades em distinguir entre as
emogcdes alegria e raiva/medo, assim como entre alegria e serenidade.

Quanto as demais arquiteturas, nota-se estabilidade quanto a acuracia, com
os valores dessa métrica girando em torno dos 60,00% de acerto. Todavia, sinaliza-
se o desempenho das arquiteturas FT-Transformer e TabTransform com a aplicagao
de PCA, tendo em vista os baixos valores apresentados, sendo esses iguais a 28,71%
e 21,56%, respectivamente. Outrossim, a arquitetura TabTransform também
apresentou desempenho abaixo na abordagem com acréscimo de registros para a
classe minoritaria (OVER), com apenas 35,03% de acerto.

A comparacgéo grafica entre as arquiteturas de deep learning considerando as
abordagens desenhadas para a base dois é apresentada no APENDICE S.

Ao transpor a analise para os resultados alcangados para base um, visualize-
se os dois melhores resultados desta tese, obtidos com as arquiteturas FT-
Transformer (81,02%) e TabNet (81,01%), oriundos das classificagdes realizadas
considerando a abordagem TA/HI. Além do mais, para essa base, os resultados
fornecidos pelas outras arquiteturas foram, em grande parte, superiores aos obtidos

por essas na base dois.
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Para essa base, a classificacdo para cada emocéao, considerando o resultado

obtido com a arquitetura FT-Transformer é apresentada na TABELA 21.

TABELA 21 - MELHOR CENARIO DE DEEP LEARNING (BASE UM)

Emocao Alegria Raiva/medo  Serenidade Tristeza
Alegria 4,50% 6,30% 0,00%
Raiva/medo 15,26% 0,00% 0,00%
Serenidade 9,21% 0,00% 17,10%
Tristeza 3,74% 0,93% 19,63%

FONTE: O autor (2023).

A partir da TABELA 21, verifica-se que, assim como na base dois, a emogao
tristeza apresenta a maior taxa de acerto, com 75,70% das amostras corretamente
classificadas. A emocao raiva/medo também possui uma taxa de acerto consideravel,
com 84,74% das amostras corretamente classificadas. A emogao alegria teve uma
taxa 89,20% das amostras corretamente classificadas, com o restante das suas
instancias erroneamente classificadas como raiva/medo (4,50%) e serenidade
(6,30%).

Por fim, serenidade apresentou 73,69% das amostras corretamente
classificadas, entretanto, ha uma proporcao de amostras classificadas incorretamente
como tristeza (17,10%). Desse modo, com base nesses resultados, assim como para
a base dois, ha indicativos de dificuldades em distinguir as emocgdes alegria e
raiva/medo, assim como as emogdes serenidade e tristeza. A comparagao grafica
entre as arquiteturas de deep learning considerando as abordagens desenhadas para
a base um é apresentada no APENDICE T.

Passando para os algoritmos de aprendizado de maquina, na base dois, o
melhor resultado foi obtido para a modalidade audio, cujo algoritmo CatBoost atingiu
62,91% de acerto ao se considerar todos os atributos extraidos para essa modalidade.
Além desse cenario, a modalidade audio revelou-se aquela com as melhores
acuracias, com os algoritmos apresentando taxas de acerto acima de 50,00%.

Em contrapartida, as modalidades acordes e letras apresentaram todos os
cenarios com acuracias abaixo dos 50,00%, com excegao para a classificagao das
letras considerando a selegéo de atributos (50,28%). Para as modalidades restantes

— simbdlicas e voz — a acuracia residiu em cenarios préximos a 50,00% de acerto. Por
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fim, a sintese da classificacdo das emogdes para os melhores algoritmos em cada

modalidade, considerando a base dois, € apresentada na TABELA 22.

TABELA 22 - DESEMPENHO POR EMOGAO - ALGORITMOS DE APRENDIZADO DE MAQUINA

(BASE DOIS)
Modelo Acuracia Estratégia Alegria Raiva/medo Serenidade Tristeza
SVM (Acordes) 42,10% HI 45,31% 18,00% 18,81% 72,93%
CatBoost (Audio) 62,91% TA 76,70% 44.67% 54,79% 65,92%
XGBoost (Letras) 50,28% SA 64,08% 34,67% 39,93% 54,14%
CatBoost (Simbdlicas) 56,13% HI 76,70% 44.67% 54,79% 65,92%
CatBoost (Voz) 60,40% TA 74,43% 55,33% 47,85% 61,15%

FONTE: O autor (2023).

Com base nos resultados apresentados na TABELA 22, observa-se que, para
os acordes, a emogao tristeza apresentou a maior taxa de acerto (72,93%), enquanto
as demais emocgdes ficaram abaixo dos 50,00%. Ao analisar o desempenho
considerando o audio, alegria, com 76,70% de registros corretamente classificados,
seguida pela emocgao tristeza (65,92%). Por seu turno, raiva/medo e serenidade
apresentaram taxas de acerto intermediarias, com 44,67% e 54,79%,
respectivamente.

De maneira semelhante, ao empregar as letras como modalidade, alegria e
tristeza se sobressairam, com taxas de acerto de 64,08% e 54,14%, respectivamente.
Para as caracteristicas simbdlicas, cuja acuracia alcangou 56,13%, alegria teve a
maior taxa de acerto (76,70%), seguida pela classe Tristeza (65,92%). Finalmente,
para a voz, novamente alegria (74,43%) e tristeza (61,15%) apresentaram as maiores
taxas de acerto. As matrizes de confusdo geradas para cada um desses cenarios
estdo elencadas no APENDICE U.

Adentrando nos resultados alcangados pelos algoritmos de aprendizado de
maquina, na base um, o melhor resultado novamente consistiu na modalidade audio,
com algoritmo CatBoost apresentando 79,32% de acerto ao se considerar o acréscimo
de registros (OVER). Este valor, além do melhor resultado para os algoritmos de
aprendizado de maquina, apresenta-se como o resultado mais préximo dos obtidos
com as arquiteturas de deep learning, colocando-se como um dos melhores deste
estudo.

As modalidades acordes e letras, que na base dois apresentaram acuracia
abaixo dos 50,00% apresentaram leve melhora, contudo, ainda distante das demais
modalidades, principalmente do audio. Outro ponto a se destacar consiste que, para

as modalidades voz e simbdlicas, o uso de data augmentation resultou nos dois



170

melhores resultados para essas modalidades ao se considerar os algoritmos de
aprendizado de maquina.

Finalmente, a sintese da classificacdo das emocdes para os melhores
algoritmos em cada modalidade, considerando a base um, é apresentada na TABELA
23.

TABELA 23 - DESEMPENHO POR EMOGAO - ALGORITMOS DE APRENDIZADO DE MAQUINA

(BASE UM)

Modelo Acuracia Estratégia Alegria Raiva/medo Serenidade Tristeza
Random Forest 5297%  OVER = 56,76%  5574% 12,00%  76,92%

) (o) 5 0 y (o] y (o]

(Acordes)

CatBoost (Audio) 80,17% OVER 87,39% 80,33% 64,94% 83,65%
SVM (Letras) 54,67% HI 72,07% 42,37% 1,32% 81,31%
SVM (Simbdlicas) 69,68% Aumentado 80,18% 49,15% 50,00% 84,11%
LigthGBM (Voz) 75,64% Aumentado 87,39% 79,66% 48,69% 80,37%

FONTE: O autor (2023).

A partir da TABELA 23, visualiza-se, para os acordes, a correta classificagcao
de 76,92% dos registros pertencentes a tristeza; ao mesmo tempo, é perceptivel o
baixo acerto das instancias de serenidade (12,99%). Ao analisar os resultados para
0 audio, nota-se que todas as emocdes tiveram altas taxas de acerto, com destaque
para alegria (87,39%) e tristeza (83,65%). De modo semelhante ao observado para
os acordes, ao ter como modalidade as letras das cang¢des, a emogao serenidade
apresentou baixo percentual de acerto, com apenas 1,32%. Tal desempenho esta
muito aquém do obtido para as emocgdes tristeza (81,31%) e alegria (72,07%).

Para as caracteristicas simbolicas, as emocdes tristeza e alegria
apresentaram desempenho semelhante, com 84,11% e 80,18% de acerto,
respectivamente. Por seu turno, para a modalidade voz, apenas a emocéao serenidade
ficou abaixo dos 75,00% de acerto, apresentando apenas 48,69% de registros
corretamente classificados. As matrizes de confusdo geradas para cada um desses
cenarios estdo elencadas no APENDICE V.

Finalmente, comparando os resultados obtidos com as arquiteturas de deep
learning e com os algoritmos de aprendizado de maquina, tem-se que, dos seis
melhores cenarios (TABELA 24), todos foram obtidos diretamente usando a base um
e, excetuando-se o algoritmo CatBoost (80,17%), os maiores valores de acuracia
pertencem as arquiteturas de deep learning.

Embora dominantes, as arquiteturas de deep learning nao se distanciaram

tanto desse algoritmo, por exemplo, com a diferencga residindo em cerca de um ponto
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percentual, considerando o melhor resultado de ambas as abordagens, sendo 81,02%

para a arquitetura FT-Transformer e 80,17% para o algoritmo CatBoost.

TABELA 24 - MELHORES RESULTADOS OBTIDOS NESTA TESE
Arquitetura/Modelo  Abordagem/Modalidade Acuracia

FT-Transformer TA/HI 81,02%
TabNet TA/HI 81,01%

TabNet Aumentado 80,73%
CatBoost (Audio) OVER 80,17%
FT-Transformer - NODE OVER - TA/HI 79,89%

FONTE: O autor (2023).

Para complementar a sintese realizada ao longo desta secéo, optou-se por
comparar esta tese frente a outras pesquisas multimodais que recorreram a

classificagdo como tarefa principal. O comparativo € apresentado no QUADRO 40.

QUADRO 40 - COMPARACAQO ENTRE PESQUISAS MULTIMODAIS

. ~ Quantidade Principal Principal
Autores Modalidades Emocoes de Musicas Método Resultado
Esta tese Acordes, audio Alegria,
’ ’ raiva/medo, FT- 81,02%
(MOREIRA, letras, ! 1.412 -
Y serenidade e Transformer | (acuracia)
2023) simbdlicas e voz :
tristeza
Lu et al. Audio, letras e Feliz, triste, raiva 72,40%
(2010) MIDI. e relaxante 500 AdaBoost | racia)
Ao Alegria
Zhao, Yang e | Audio, letras e ’ 61,60%
Chen (2010) MIDI. contentamento, 981 SVM (acuracia)
raiva e depressao
Panda et al. Audio, letras e Cinco clusters 193 SVM 61,20%
(2013) MIDI. (MIREX) (F1-score)
, i e [
Przybysz Aud|o_, letras e Positiva, r}eutra e 784 SVM 60,60%
(2016) cifras. negativa. (F1-score)

FONTE: O autor (2023).

Como observa-se no QUADRO 40, mesmo que com objetos diferentes
(métricas, musicas, estratégias), o melhor resultado desta tese apresenta-se como o
maior resultado ao ser comparado com pesquisas correlatas, apresentando,
aproximadamente, nove pontos percentuais a mais do que a melhor taxa de acuracia
observada. Para mais, o presente estudo contempla mais musicas (registros) e mais
modalidades empregadas em conjunto, além de ser o unico com a utilizagdo de

arquiteturas de deep learning como método de classificagao.
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Ademais, concentrando-se nos resultados obtidos neste estudo, ao se
comparar as duas bases desenhadas e analisadas, as arquiteturas de deep learning,
ao serem aplicadas a base de dados de concordancia obtiveram resultados superiores
em praticamente todos os cenarios elaborados, indicando que as arquiteturas se
beneficiarem da consisténcia entre as anotagdes dos juizes/avaliadores. De modo
semelhante, os algoritmos de aprendizado de maquina também se beneficiaram
dessa consisténcia.

E imprescindivel destacar que, como um desdobramento da avaliacdo
conduzida no experimento ajustado, uma etapa subsequente de pds-avaliagao foi
empreendida, facultando aos cinco voluntarios a expressao de suas percepcgoes
acerca do experimento. Durante esse processo, os avaliadores foram indagados
sobre quais elementos musicais especificos exerceram influéncia sobre suas
respostas. Em relagdo a esse questionamento, o ritmo emergiu como o elemento
preponderante, sendo mencionado de forma unanime por todos os participantes (5/5),
seguido pela melodia (4/5). A harmonia e a voz também se sobressairam, com trés
dos cinco participantes enfatizando sua relevancia. Em contrapartida, letras e
instrumentos receberam menor destaque, obtendo duas mencbes cada, conforme
relatado pelos proprios voluntarios.

Além dos elementos previamente citados, os avaliadores proporcionaram uma
descricdo pormenorizada das combinag¢des emocionais (por exemplo: raiva/medo x
serenidade; alegria x serenidade, etc.) que consideraram mais desafiadoras de
discernir. Para esse questionamento, a combinagdo raiva/medo x tristeza e a
combinagao serenidade x tristeza foram identificadas como as mais complexas,
recebendo trés selegbes cada. Notavelmente, a combinagao tristeza x alegria néo foi
apontada como problematica.

Ainda que fundamentados em uma amostra limitada, os resultados oriundos
do processo de pds-avaliagdo ecoam paralelos com estudos anteriores publicados.
Eles corroboram a dificuldade em diferenciar entre composi¢des musicais serenas e
tristes (Hong; Chau; Horner, 2017; Taruffi et al., 2017), fornecendo indica¢des para a
compreensao dos resultados de classificagdo relatados neste trabalho. Ademais,
oferecem dire¢des potenciais para futuras exploragdes a fim de evitar confusdes entre
determinadas emocodes e também orientam a ateng¢ao dos pesquisadores para certas
caracteristicas e modalidades especificas. A literatura destaca, por exemplo, o ritmo
(Schellenberg; Krysciak; Campbell, 2000; Trost; Labbé; Grandjean, 2017) e o
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andamento (Fernandez-Sotos; Fernandez-Caballero; Latorre, 2016) como elementos
de relevancia.

Finalizado o relato dos resultados obtidos, tanto para as arquiteturas de deep
learning, quanto para os algoritmos de aprendizado de maquina, a seguir séo

apresentadas as publicagdes produzidas no decorrer deste estudo.

4.8 PUBLICAGOES

No decorrer da pesquisa, até o presente momento, quatro estudos foram
publicados, nos quais € possivel observar elementos que dialogam com o tema desta
tese. Os estudos em questao consistem em: a) artigo em periédico internacional, com
classificagdo A1 no quadriénio 2017-2020 (1); artigo em periédico nacional, avaliado
como B2 no quadriénio 2017-2020 (2); c) um capitulo de livro (3); e d) artigo em
periddico nacional, avaliado como A2 no quadriénio 2017-2020 (4).

A relacao dos estudos é apresentada abaixo:

1.  MOREIRA, P. S. C.; TSUNODA, D. F. Recognition of emotions in music
through the Adaptive-Network-Based Fuzzy (ANFIS). Journal of New Music
Research, v. 50, n. 4, p. 342-354, 2021. Disponivel em:
https://doi.org/10.1080/09298215.2021.1977339. Acesso em: 01 fev. 2022.

2. MOREIRA, P. S. C.; TSUNODA, D. F. Proposta de base de dados para
classificagdo automatica de géneros musicais brasileiros. Revista Brasileira
de Educagao em Ciéncia da Informagao, v. 8, p. 1-13, 2021. Disponivel
em: https://portal.abecin.org.br/rebecin/article/view/234/212. Acesso em: 01
fev. 2022.

3. MOREIRA, P. S. C.; TSUNODA, D. F. Recuperacéao de informagao
musical: panorama das pesquisas brasileiras sobre o tema. In: ZALAFON, Z.
R. et al. (Org.). Percursos de pesquisa em Ciéncia da Informacgao:
producao cientifica e discussoes tedrico-conceituais. Sao Paulo: Abecin
Editora, 2021, Cap. 13, p. 195-219.

4. MOREIRA, P. S. C.; TSUNODA, D. F. Musica e emogodes: um estudo
altmétrico da producao cientifica de 1970 a 2019. Em Questao, v. 28, n. 1,
p. 209-233, jan/mar. 2022. Disponivel em:
https://www.seer.ufrgs.br/EmQuestao/article/view/111905. Acesso em: 18
mar. 2023.
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Além das pesquisas ja publicadas, um artigo (5) encontra-se aceito para
publicacdo em periddico nacional, avaliado como A3 no quadriénio 2017-2020, com

previsao de publicacao posterior a defesa desta tese.

5. NUNES-SILVA, M.; MOREIRA, P. S. C.; EYER, P. Modelos cognitivos
de emogdes musicais. PERCEPTA - REVISTA DE COGNIGCAO MUSICAL,
2023.

Com a apresentacdo das publicagdes associadas a tese, encerram-se a
apresentacao e a discussao dos resultados e, na sequéncia, as consideracgdes finais

desta pesquisa sao relatadas.
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5 CONSIDERAGOES FINAIS

Esta pesquisa foi conduzida com o entendimento de que a relagdo entre
musica e emocao desempenha um papel importante na vida humana, destacando-se
em atividades que vao desde o lazer até estudos cientificos. Além disso, verificou-se
que o impacto emocional das musicas € relevante para a organizagdo do conteudo
musical em servigos de sfreaming, radios digitais e servigos de recomendacéo, por
ser a musica um elemento onipresente na sociedade.

Embora a organizagcdo de musicas do ponto de vista emocional seja natural
para os seres humanos, o reconhecimento automatico de emog¢des em musicas ainda
enfrenta desafios significativos, tornando-se um tema complexo na area de
recuperacao de informacao musical.

Diante deste contexto, o objetivo geral desta tese foi investigar se a adogao
de abordagens multimodais, utilizando informagdes de diversas fontes e arquiteturas
de deep learning, é capaz de superar o desempenho de classificacédo obtido por
abordagens unimodais, construidas com o emprego de algoritmos de aprendizado de
maquina. Esse objetivo foi motivado pela caréncia de estratégias multimodais na area
e pelas evidéncias de melhoria dos resultados de classificagdo relatados em
pesquisas correlatas.

Para alcangar o objetivo proposto e responder a questdo norteadora da
pesquisa - para o reconhecimento de emog¢des em musicas, abordagens multimodais,
somadas ao uso de arquiteturas de deep learning, s&o capazes de superar o
desempenho de classificacdo de abordagens unimodais e construidas a partir de
algoritmos de aprendizado de maquina? - foram estabelecidos cinco objetivos
especificos.

O primeiro objetivo especifico buscou identificar um modelo cognitivo de
emogdes a ser utilizado, sendo selecionado o modelo proposto por Bigand et al.
(2005), que combina abordagens emocionais discretas e quadrantes com as
dimensoes excitabilidade e valéncia. Desse modo, o modelo adotado adequa-se, por
exemplo, ao modelo circumplexo proposto por Russell (1980), além de apresentar
uma relacdo de antagonismo entre as emocgbes: a) alegria (valéncia
positiva/excitabilidade alta) x tristeza (valéncia negativa/excitabilidade baixa); e b)
raiva/medo (valéncia negativa/excitabilidade alta) x serenidade (valéncia

positiva/excitabilidade baixa). Por fim, a partir do trabalho de Nunes-Silva et al. (2016),
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foi possivel adotar significados para as quatro emogbdes do modelo proposto,
auxiliando o processo de rotulagdo conduzido por voluntarios.

O segundo objetivo especifico da pesquisa concentrou-se na identificacdo das
modalidades a serem usadas no reconhecimento de emog¢des em musicas, incluindo
a extracao de caracteristicas de cinco modalidades diferentes: acordes, audio, letras,
simbdlicas e voz. A combinagado dessas modalidades, que nao havia sido explorada
em estudos anteriores, nos permitiu obter resultados abrangentes, o que ajuda a
avancar o conhecimento na area. Esses resultados forneceram uma visdo mais
completa do processo de reconhecimento de emogdes em musicas, o que pode ser
util para futuras pesquisas e desenvolvimentos nesta area.

O terceiro objetivo especifico envolveu a constru¢cao de duas bases de dados
multimodais, contendo segmentos musicais com duragao de 30 segundos e letras em
inglés correspondentes a essa duragéo, abrangendo diferentes géneros musicais e
artistas dos séculos XX e XXI. A construcao dessas bases foi conduzida com o auxilio
de voluntarios em experimentos piloto e ajustado, garantindo a significancia estatistica
dos resultados de avaliagao/revisao. Ao final, as bases desenvolvidas apresentam
1.412 e 4.303 registros, respectivamente.

O quarto objetivo especifico consistiu na comparacdo de diferentes
arquiteturas de deep learning aplicadas as bases de dados elaboradas, considerando
diversos cenarios de classificagdo. Seis arquiteturas projetadas para problemas
tabulares foram empregadas, possibilitando uma analise abrangente do desempenho
de cada uma delas. Durante os experimentos, as arquiteturas TabNet e FT-
Transformer destacaram-se, uma vez que, a primeira arquitetura apresentou-se como
a arquitetura que obteve os melhores resultados em quatro dos cinco cenarios de
classificagado envolvendo a base dois, enquanto a segunda, ao ser aplicada a base
um, alcangou 81,02% de acerto, fornecendo o melhor resultado para este estudo.

Por fim, o quinto objetivo especifico visou comparar o desempenho das
abordagens multimodais desenvolvidas com o desempenho das abordagens
unimodais construidas com algoritmos de aprendizado de maquina. Foram utilizados
seis algoritmos de aprendizado de maquina, e os resultados obtidos com as
abordagens multimodais mostraram-se superiores em praticamente todos os cenarios
de classificagao elaborados em comparagao com as estratégias unimodais.

Como resumo dos resultados, as melhores taxas de acerto obtidas para esta

pesquisa correspondem aos seguintes valores: 1) FT-Transformer (TA/HI) - 81,02%;
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2) TabNet (TA/HI) - 81,01%; 3) TabNet (Aumentado) - 80,73%; 4) CatBoost (Audio -
OVER) - 80,17%; 5) FT-Transformer (OVER) - 79,89%; e 6) NODE (TA/HI) - 79,89%.
Destaca-se que todos os melhores resultados foram alcangados ao se aplicar os
meétodos a base um, composta pelo consenso obtido junto aos avaliadores.

Desta forma, a pesquisa respondeu positivamente a questido norteadora,
constatando que, considerando as bases, caracteristicas e algoritmos e arquiteturas
empregados, a combinagcao de multiplas fontes de informacédo (multimodalidade) e
arquiteturas de deep learning foi capaz de proporcionar resultados superiores em
reconhecimento de emog¢bes em musicas, quando comparada as estratégias
unimodais.

Além disso, ao contrapor os resultados obtidos com trabalhos multimodais ja
publicados, verificou-se que a pesquisa alcancou resultados notaveis, apresentando-
se como uma das primeiras a realizar uma comparacgao entre arquiteturas de deep
learning e algoritmos de aprendizado de maquina para o reconhecimento de emogdes
em musicas.

No entanto, a pesquisa também identificou pontos que requerem atencao dos
pesquisadores da area. Destacou-se a importancia de direcionar esforgcos para a
definicdo de modelos emocionais que capturem as sutilezas das emocodes associadas
a musica, bem como a cautela ao utilizar metadados e informagdes de plataformas

online como fonte de dados rotulados, a fim de evitar vieses e ruidos indesejados.

5.1 CONTRIBUIGOES

Esta tese apresenta importantes contribui¢cdes para a area de reconhecimento

de emogdes em musicas, destacando-se nos seguintes topicos:

a) bases de dados multimodais: a construgcdo de duas bases de dados
multimodais representando segmentos musicais com duragao de 30 segundos,
contendo informagdes de diversas fontes, foi uma das principais contribui¢cdes
desta pesquisa. As bases denominadas como base um e base dois abrangem
diferentes géneros musicais e artistas, proporcionando um conjunto de dados
abrangente e representativo para o estudo do reconhecimento de emogdes em

musicas;
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d)
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arquiteturas de deep learning para dados tabulares: outra contribuigao
desta tese é a avaliagao de seis arquiteturas de deep learning projetadas para
problemas com dados tabulares. A aplicagao dessas arquiteturas as bases de
dados multimodais possibilitou a analise comparativa de seu desempenho no
reconhecimento de emog¢gdes em musicas, proporcionando indicios sobre a
eficacia dessas abordagens em cenarios musicais especificos. Além do mais,
essas arquiteturas conseguiram desempenho superiores a tradicionais
algoritmos de aprendizado de maquina, possibilitando que novas pesquisas
possam explorar ainda mais o potencial dessas arquiteturas em outros campos
de pesquisa,;

protocolo de experimentos: a elaboracdo de um protocolo de experimentos
abrangente permitiu uma investigagdo sistematica das abordagens
multimodais e unimodais no reconhecimento de emogdes em musicas. Com
esse protocolo, foi possivel comparar os resultados obtidos em diferentes
cenarios de classificagcao, considerando, por exemplo, técnicas de selecao de
atributos, além de data augmentation especifico para audio;

contribuicao para a area de cognicao musical: a pesquisa contribui para
reforcar a necessidade de se compreender a relagdo entre musica e emogao
antes da aplicacao de recursos computacionais. Topicos como definicao de
modelos “adequados”, escolha de musicas, determinacio da duracao e de qual
parte da musica selecionar para analisar, por exemplo, abordados nesta tese,
podem ser estudados com maiores detalhes em areas cuja a relagcéo entre
musica e emogao seja o objeto principal de pesquisa. Com os procedimentos
metodologicos desenvolvidos ao longo da pesquisa, pesquisadores da area de
cognigao musical podem, por exemplo, adaptar as caracteristicas extraidas das
modalidades para direcionarem as suas pesquisas, envolvendo experimentos
em laboratdrios com a participagcdo de voluntarios, coleta de indicadores
relacionados a frequéncia cardiaca, a pressao arterial, a frequéncia respiratéria
e as expressoes faciais, que nao foram contemplados neste estudo;
publicag¢oes e divulgacao cientifica: elementos associados a tese ja foram
publicados em artigos cientificos e capitulo de livro, além do mais, como
proximos passos, novas publicagdes, contemplando os resultados e as bases

de dados, estao previstas, visando contribuir para o avango do conhecimento
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no campo do reconhecimento de emogbes em musicas e incentivar a

continuidade de pesquisas nessa tematica.

Com relacédo aos trabalhos para a continuagcdo da tematica abordada nesta

tese, a proxima secao contempla os trabalhos futuros.

5.2 TRABALHOS FUTUROS

Com base nas descobertas e contribuicoes apresentadas nesta tese, surgem

diversas possibilidades para trabalhos futuros que podem aprofundar e expandir o

conhecimento no campo do reconhecimento de emogbes em musicas. Algumas

sugestdes de temas promissores para futuras pesquisas incluem:

a)

uso de deep learning para a extragcdo de caracteristicas: uma
abordagem interessante para futuros estudos seria explorar o uso de
técnicas avangadas de deep learning para a extragao de caracteristicas
das modalidades presentes nas bases de dados multimodais. O
desenvolvimento de modelos mais complexos e especificos para cada
modalidade pode proporcionar representacdes mais ricas e detalhadas
das informagdes contidas na musica, levando a melhorias significativas
no reconhecimento de emogdes;

trabalho com um modelo dindmico de emog¢ées: considerando a
natureza dindmica e fluida das emogdes em musicas, trabalhos futuros
podem investigar a implementagcdo de modelos que levem em conta a
variagdo temporal das emogdes ao longo da musica. Modelos
dindmicos podem capturar nuances e mudangas nas emocgdes de
forma mais precisa, resultando em classificagbes mais acuradas e
realistas;

testar diferentes duragdes e partes da musica: outro aspecto a ser
explorado € a analise das variacbes no reconhecimento de emocgodes
ao utilizar diferentes duragdes e partes da musica como entrada para
os modelos de classificagdo. Investigar se diferentes trechos ou

segmentos musicais influenciam o desempenho do reconhecimento de
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emocgdes pode fornecer insights valiosos sobre a importancia de
determinadas partes da musica na evocagao emocional,

d) abordagem baseada em musica brasileira e letras em Portugués:
expandir a pesquisa para incluir uma abordagem especifica com
musicas brasileiras e letras em portugués pode proporcionar uma
analise mais aprofundada e contextualizada para o publico brasileiro.
Considerar aspectos culturais e caracteristicas uUnicas da musica
brasileira pode melhorar a precisdo do reconhecimento de emocgdes
para esse contexto especifico;

e) implementacao da abordagem em ambientes reais: finalmente,
trabalhos futuros podem se concentrar na implementacao pratica das
abordagens propostas em ambientes reais, como servicos de
streaming de musica ou aplicagbes de recomendacdo. Avaliar a
eficacia e aplicabilidade da abordagem em cenarios do mundo real
pode fornecer uma visdo mais abrangente sobre o impacto dessa

tecnologia em servigos musicais e a experiéncia do usuario.

O campo do reconhecimento de emogdes em musicas ainda apresenta
diversas oportunidades para pesquisas e inovagbes. Com a adogao continua de
abordagens multimodais com deep learning e a exploragédo de novas técnicas e
cenarios, espera-se que a interagdo entre musica e emogao seja cada vez mais
aprimorada, proporcionando experiéncias musicais mais personalizadas e

significativas para os ouvintes.
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ANEXO A — MODELO QUADRIDIMENSIONAL (FONTAINE et al., 2007)
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ANEXO B — CONTATO COM A PLATAFORMA ALLMUSIC

Fac

Hi Paulo,

Unfortunately there aren't really white papers or documentation on the process of assigning
moods (and styles and themes and genres) to different pieces of music in our system.

The editorial staff came up with an initial lexicon of adjectives that describe the sound and
feel of a song, album, or overall body of work. Once this set of terms was established, the
music editors assign the words that they feel are represented in the music and then apply
them with different weights to the song, album, or artist.

The moods are then displayed on the website in order of weight, 50 a heavy metal album
which is mostly aggressive but a little bit sentimental will list Aggressive near the top of the
list, and then Sentimental closer to the bottom of the list.

There aren't really rock-solid rules when an editor is applying moods to a piece of music.

It may be the vibe of the song, it may be something in the lyrics, or it may just be a feeling
the writer feels that the music evokes.

It is more of an interpretation of the music than anything that can be firmly defined with rules.

Hope this helps, and we'd love to read your research once it is completed.

FONTE: Forum de esclarecimentos AllMusic (2021).
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APENDICE A - COMPLEMENTO PARA OS FUNDAMENTOS DE TEORIA
MUSICAL

A pauta musical representada possibilita a escrita de nove notas, sendo cinco
nas linhas e quatro nos espagos (MILLER, 2016; SOLOMON, 2019), contudo, caso
almeje-se representar notas mais agudas ou mais graves, faz-se necessario recorrer
as linhas suplementares (MED, 2017), que podem ser acrescentadas acima ou abaixo
da pauta (SOLOMON, 2019). Esses elementos sao representados no QUADRO 41.

QUADRO 41 — REPRESENTACAO DE PAUTA MUSICAL

Elemento Representacao Fonte

Pauta musical Harnum (2013, p.47).

[

Pauta musical com linhas
suplementares

Solomon (2019, p.24).

O

FONTE: O autor (2021).

Entretanto, para a correta utilizacdo da pauta musical, faz-se necessario
acrescentar em seu inicio simbolos denominados claves (ZAMACOIS, 2007; MILLER,
2016), cuja fungao é estabelecer o nome e a altura das notas (PRIOLLI, 2006; MED,
2017). As claves empregadas sao listadas no QUADRO 42.
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QUADRO 42 - REPRESENTACAO DAS CLAVES

Clave Simbolo

Sol

Fa 9:
5

FONTE: Adaptado de Harnum (2013, p.191).

Em termos de posicionamento, a clave de Sol € escrita na segunda linha da
pauta musical de baixo para cima (PRIOLLI, 2006; MED, 2017). Trata-se de uma clave
destinada a representacdo das notas agudas (MILLER, 2016; SOLOMON, 2019),
oriundas de instrumentos como, por exemplo, trompete, flauta e clarinete, além de
partes relacionadas ao canto, como soprano e tenor (MILLER, 2016).

Quanto a clave de Fa, esta pode ser escrita na terceira (PRIOLLI, 2006;
SOLOMON, 2019) ou na quarta linha (MILLER, 2016; MED, 2017) da pauta musical,
de baixo para cima. O uso desta clave, normalmente, destina-se as notas graves
(MED, 2017; PILHOFER; DAY, 2019), proporcionadas, por exemplo, por instrumentos
como trombone, tuba e contrabaixo (MILLER, 2016; PILHOFER; DAY, 2019).

Por fim, em relacao a clave de D&, esta € um tipo especial de clave, cuja escrita
pode ser realizada na primeira, segunda, terceira ou quarta linha da pauta musical
(PRIOLLI, 2006). Todavia, as grafias mais comuns para esta clave consistem em
representa-la na terceira linha e na quarta linha. Quando posicionada na terceira
linha, a clave de D6 tem na viola o principal instrumento (PILHOFER; DAY, 2019;
SOLOMON, 2019).

Ao ser grafada na quarta linha, a clave de D6 é geralmente empregada para
instrumentos como o fagote e o trombone (PILHOFER; DAY, 2019; SOLOMON,
2019). A representagao do posicionamento das claves é visualizada no QUADRO 43.
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QUADRO 43 - EXEMPLO DE POSICIONAMENTO DAS CLAVES NA PAUTA MUSICAL
Elemento Representacao Fonte

Clave de sol na pauta musical o Pilhofer e Day (2019, p.63).

\\Q
0

Clave de fa na pauta musical Pilhofer e Day (2019, p.64).

Clave de do6 na terceira linha

Pilhofer e Day (2019, p.65)

Clave de do na quarta linha iH

FONTE: O autor (2021).

Posterior as claves, tem-se o conceito de valores - ou figuras — que sdo formas
destinadas a representar as diferentes durag¢des das notas musicais (PRIOLLI, 2006;
PILHOFER; DAY, 2019). Nesse sentido, Med (2017) indica que o sistema musical
atual apresenta sete figuras para representar os diferentes periodos de tempos de

uma nota, sendo essas ilustradas na FIGURA 34.
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FIGURA 34 - REPRESENTAGAO DE FIGURAS E PAUSAS

Nota Semibreve | Minima | Seminima | Colcheia | Semicolcheia Fusa Semifusa

S S A R R A B N
S A A A -

FONTE: Adaptado de Priolli (2006, p.13).

Cabe ressaltar que, além das figuras relacionadas a duragao das notas, para
cada uma dessas ha um sinal denominado pausa, cujo objetivo é representar a
duracédo dos siléncios (MILLER, 2016; SOLOMON, 2019). Em relagcdo a duragéo
proporcional das figuras, a semibreve, por apresentar atualmente a maior duragao, é
adotada como unidade de divisao (PRIOLLI, 2006; SOLOMON. 2019), conforme
observa-se na FIGURA 35.

FIGURA 35 - DIVISAO PROPORCIONAL DOS VALORES

Semicolcheia

Semibreve | i ) ) d ) b
Minima ‘ J d > b
Seminims J » b
Colchela 5 3
b

Fusa

Semifusa

FONTE: Adaptado de Med (2017, p.28).

Com base na FIGURA 35, é possivel visualizar, por exemplo, que a semibreve
engloba todas as demais figuras e, a partir desta, cada figura vale duas vezes a figura

seguinte, com excecgao a semifusa.
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Somado aos valores, os acidentes - também denominados como alteragdes -
sdo um conjunto de sinais grafados antes das notas (MED, 2017), cuja utilidade é
aumentar ou diminuir a altura destas (PILHOFER; DAY, 2019). Os acidentes utilizados
sdo apresentados no QUADRO 44.

QUADRO 44 - DESCRICAO DOS ACIDENTES OU ALTERACOES

Nome do acidente | Simbolo Efeito
Sustenido ;ﬁ; Elevar a altura da nota em um semitom
Dobrado sustenido * Elevar a altura da nota em dois semitons
Bequadro lq Anular os acidentes
Bemol |) Abaixar a altura da nota em um semitom
Dobrado bemol H_) Abaixar a altura da nota em dois semitons

FONTE: Adaptado de Med (2017, p. 32-33).

Para a compreensao das alteragdes elencadas no QUADRO 44, é necessario
definir os conceitos de tom e semitom. Neste sentido, semitom representa o “menor
intervalo adotado entre duas notas na musica ocidental (no sistema temperado)”
(MED, 2017, p.30); por sua vez, tom refere-se ao “menor intervalo, entre dois sons,
formado por dois semitons” (PRIOLLI, 2006, p.29).

Finalmente, o ultimo conceito necessario para esta consiste na escala musical
pode ser definida como uma ordem linear de notas (SOLOMON, 2019), ou, ainda,
como “uma sucessao ascendente e descendente de notas diferentes consecutivas”
(MED, 2017, p. 83). Em termos de classificagdo, as escalas musicais sao divididas
conforme apresenta-se no QUADRO 45.

QUADRO 45 - CLASSIFICACAO DAS ESCALAS MUSICAIS

Quanto ao numero de notas

o . 12 (artificial ou
5 (pentatdnica) 6 (hexacordal) 7 (heptatonica) cromatica)
Quanto a utilizagdo
Escalas naturais ou Escalas artificiais ou Escalas
A " o Outras
diatbnicas cromaticas exoticas

FONTE: Adaptado de Med (2017, p.83).
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Em relagdo as caracteristicas, uma escala natural - ou diatbnica - € uma
escala com oito graus (QUADRO 46) — momento harmdnico das notas que
representam a escala -, sendo que o oitavo grau é a repeticao do primeiro (PRIOLLI,
2006; MED, 2017).

QUADRO 46 — GRAUS DA ESCALA DIATONICA

Grau Nome
I Tbnica
Il Supertbnica
1 Mediante
Y Subdominante
\Y, Dominante
VI Superdominante
Vi Sensivel/Subtbénica
VI Tbnica

FONTE: Adaptado de Med (2017, p. 85-86).

A respeito dos graus listados no QUADRO 46, é pertinente apresentar
algumas particularidades: a) o primeiro grau (tbnica) € o que da nome a escala
(PRIOLLI, 2006); b) os graus |, IV e V caracterizam o tom (MED, 2017); c) os graus I,
VI e VII diferem escalas com a mesma ténica (MED, 2017); e d) o grau VIl é
denominado sensivel quando encontra-se meio tom abaixo da ténica; quando esta um
tom abaixo da tonica, recebe o nome de subténica (MED, 2017).

Além do mais, as escalas diatbnicas sao divididas em dois grupos: a) escalas
antigas (modos); e b) escalas maiores e menores (MED, 2017). No que concerne a
escala maior, esta caracteriza-se por possuir dois semitons (ST) e cinco tons (T)
(PRIOLLI, 2006; SOLOMON, 2019).

Em relac&o a escala menor, seu principal diferencial consiste em um intervalo
de terca menor, localizado entre graus | e Ill (MED, 2017). Esta escala ainda se
caracteriza por apresentar trés formas: a) natural; b) harménica; e c) melddica
(MILLER, 2016; MED, 2017; PILHOFER; DAY, 2019). Uma escala menor natural é
composta somente por notas naturais, e apresenta dois semitons, entre os graus: a)
Il elll;eb) VeVl (MED, 2017).
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A escala menor harménica distingue-se da escala menor natural ao
apresentar uma elevagédo de meio tom no grau VIl (PRIOLLI, 2006; MILLER, 2016),
ficando, desta maneira, com trés semitons entre os graus: a) ll e lll; b) V e VI; e ¢) VII
e VIl (I) (PRIOLLI, 2006; MED, 2017).

Por fim, quanto a escala menor melddica, esta escala apresenta diferencas
com a escala menor natural nos graus VI e VII, que recebem uma elevagédo em meio
tom na subida da escala (PRIOLLI, 2006; MED, 2017). Além desta elevacdo, na
descida, esta escala apresenta a mesma forma da escala menor natural (PRIOLLI,
2006; MED, 2017).

Exemplos das escalas acima citadas sao ilustrados no QUADRO 47.

QUADRO 47 - ESCALAS (MAIOR E MENOR (NATURAL, HARMONICA E MELODICA)

Escala Representacao Fonte
Exemplo de T ST
P 72 = v Adaptado de Solomon
. T . 4 O
escala maior ey e — o _© (2019, p.43)
e © O

11 111 vV - Vi R

Exemplo de p e jﬁ
@7 e A 5 _‘ ——— L,n

escala menor Il .

natural

Med (2017, p.135)

| Vil 1
Exemplo de i 7*7” = 777 —

escala menor w} ) /i
| I\ 12 112 12
harmoénica
Exemplo de
escala menor ép G L i =¥ ol SN Med (2017, p.137)
L . - ,"0 = #D_'HG :Hjﬁ:&qtro ,,A: X :jf,,fi',‘:'
melddica s /‘\ i da /!\ e

FONTE: O autor (2021).

Concernente aos outros tipos de escalas, as escalas artificiais - ou cromaticas
- sdo aquelas que possuem 12 semitons em sequéncia (MED, 2017), e podem ser

divididas em: a) escalas cromaticas; e b) escalas alteradas (MED, 2017). Dessas
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escalas, uma escala cromatica caracteriza-se por apresentar 12 divisbes iguais de
uma oitava (MILLER, 2016), que representam sete notas diatdnicas e cinco notas
cromaticas (MED, 2017). Por ultimo, as escalas exéticas sdo formadas por estruturas
singulares, dentre as quais citam-se: a) escalas ciganas; b) escalas pentatdnicas ou

chinesas; e c) escalas de tons inteiros (MED, 2017).
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-TERMO DE CONSENTIMENTO LIVRE E ESCLARECIDO

TERMO DE CONSENTIMENTO LIVRE E
ESCLARECIDO (TCLE)

Titulo da pesquisa: “Abordagem Multimodal para o Reconhedmento de Emogtes em Misicas™.

Pesquisadores emvolvidos:

* Dowtorande: Paulo Sergio da Conceicdo Moreira (PPGGI/UFPR)
» Drientadora: Prof? Dr? Denise Fulumi Tsw (PPGGILAUFPR)
# Coorentadora: Prof? Dr? Marilia Munes Silva (PPGArtes/1JEMG)

Dbjetive geral da pesquisa:
* Desenvolver uma abordagem para reconhecer emoges em misicas, considerando maltiplas for

informagio (multimodalidade) & deep lzaming.

O objetive da sua participacio consiste eme

* Indicar a emogao percebida ao esoutar um conjunto de trechos musi

Detalhes sobre a sua partidpacio, caso concorde em participar do estudao:

Durante cnce semanas, vooé recebers um conjunto de trechos musicais, com 30 segundos de duragdo cada,

e uma planilha para indicar qual emocio vooé percebe em cada trecho;

A planilha e o conjunto de trechos serao disponibilizados sempre as segundas-feiras;

Desenvolveu-se o experimento de forma mais flexivel possivel. Por isso, vooé receberd, semanalments, um
pequend conjunto de trechos para avaliar;

Estima-se que, aproximadamente, vocé dedique Zh na semana para terminar a sua avaliacio;

Ao longo da semana, vocé pode avaliar a quantidade diaria que Ihe for mais conveniente. Sendo assim, &
possivel avaliar todo o conjunto em Onico dia ou definir quantidades de trechos dijrios:

A zua particpacdo neste estudo & voluntiria e, caso ndo se sinta 3 vontade para prosseguir Na pesquisa,
vooe pode desistir a qualguer momento, sem a necessidade de justificativa e sem qualquer tipo de
penalizagio.

CQuanto aos seus dados:

ra informar se possui algum problema auditivo:

Az suas informactes poders r conhecidas apenas pelos pesquisadores envolvidos &, caso necessarnio, por

participantes dos grupos de pesq rdenados pelas orientador:

Garantimos que, quando os dados/resultados obtidos com este estudo forem publicados, ndo havera forma

de identificar os respondentes.

FONTE: O autor (2022).
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Descon forto auditivo: nunca escute os trechos com o seu aparelho (computador, notebook, celular etc) no
volurme maximo;
Desconforto com as letras: & possivel que o conteddo das letras aborde temas sensiveis para algumas
a5 (atague/preconceito contra grupos minoritarios; palavras ofensivas; atague/preconceito contra
ngas; descricao de situagies cotidianas etc);
Lembre-se que vocé & livre para abandonar a pesquisa a qualguer momento, sem a necessidade de
justificativa e sem gualguer tipo de penaliza

Informacies para contato
» Caso sinta algum desconforto ou necessite de mais informagtes acerca do experimento, por favor, vocg
pode nos contatar a partir dos seguintes e-mails:
O
o

» Em aso de emergénda, utilize o seguinte nimero para contato: (41) 9092 7-44

* Obrigataria I

1. Por favor, ciente das informagdes acima, indigue se concorda ou ndc em participar do estude, *
D Opto por ndo participar do estudo

D Concordo em participar do estudo

FONTE: O autor (2022).
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APENDICE C - INSTRUGOES E RECOMENDAGOES AOS VOLUNTARIOS
(EXPERIMENTO PILOTO)

Instrucdes e recomendacdes

O objetivo deste experimento & 3 emocao que vocé percebe 3o cuvir o segmento, o gue, ndo necessariamente
representa o que vocé sente so ouvir determinado segmento

Ex: caso voce perceba que tristeza € a emocdo mais pertinente, por favor, margue essa opgdo, mMesmo QUE VOLe nao
se sinta ou fique triste a0 ouvir o segmento.

Instrugdes:
1. Semanalmente, vocé recebera no seu e-mail, um link para acessar € baixar os segmentos para avaliar, bem como a
planilha para registrar a emogio que percebeu para cada trecho;
2. Cada trecho € composto por 30 segundos de duracdo e apresenta letras, em inglés;
3. O conjunto de segmentos corresponde a uma representacdo da misica popular (Pop/Rock; R&E; Rap, Country etc)
produzida nos séculos XX e X0
4, Como a duracdo é de 30 segundos, é necessario boa concentracdo no memento da avaliagdeo, pois ha quebras
repentinas entre cada segmentao;
. Ma planilha de avaliacdo, ha uma aba que apresenta os termos que representam as emocdes consideradas,
Consulte-cs caso tenha dividas quanto ao significade de cada uma das emocdes;
6, Cada trecho fomecido & numerado. Sendo assim, basta encontrar o 1D correspondente na planilha fornecida e
indicar qual emogdo vocé percebeu;
7. Neste estudo, as seguintes emogdes sdo consideradas: a) ameor-ternura; b) calma; ¢} felicidade; d) medo; €) raiva; e

Ln

f) tristeza;
8. 50 & possivel selecionar uma emeocdo para cada trecho;
9. Preste aten¢do em todos os elementos presentes nos segmentos (letras, harmonia, melodia, ritmo, instrumentos,
voz etc.) para formular as suas respostas;
10. Vocé pode escutar cada trecho guantas vezes for necessanio;
11. Por favor, revise suas respostas antes de devolver a planilha para o pesguisador (encaminhar para o e-mail;
paulomoreira@ufpr.br);
12. Vocé deve excluir todos os trechos fomecidos apés o fim da sua participagéo, em virtude dos direitos autorais

relacionados s cancdes.

FONTE: O autor (2022).
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Recomendacoes:

. Incentiva-se o uso de fones de ouvido:
. Aconselha-se realizar a avaliacdo em um ambiente tranguile, com o minimo possivel de ruidos e interferéncias;

1
2
3. Por favor, ajuste o volume do seu aparelho para ndo sentir desconfortos e preservar a sua audicdo;

4, Utilize um computador/notebook para uma melhor experiéncia,

1. Por favor, confirme que leu as instrugdes fornecidas *

O Cenfirmao gue |i as instrugdes.

2. Par favor, informe o seu e-mail. *

Insira sua resposta

FONTE: O autor (2022).
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Alegria
# Enderec¢o (790 musicas)
170 | https://open.spotify.com/playlist/37i9dQZF 1DX1WSnLRtI2607si=9d8f086154f34b75
150 | https://open.spotify.com/playlist/37i9dQZF 1DWZKuerrwoAGz?si=f9ee946815cad449e
150 | https://open.spotify.com/playlist/37i9dQZF 1DX0UrRvztWcAU?si=ebe451194eaf460f
100 | https://open.spotify.com/playlist/37i9dQZF1DXdPec7alLTmIC?si=f842a6eccc5f4333
70 | https://open.spotify.com/playlist/37i9dQZF1DWW5Jdaphc81Z7?si=5e3d43d71fb24ca2
50 | https://open.spotify.com/playlist/37i9dQZF 1DX84kJILdo9vT?si=385dd1e50c274600
50 | https://open.spotify.com/playlist/37i9dQZF1DXa9XIH8nDPns?si=207bebe2e7394e40
50 | https://open.spotify.com/playlist/37i9dQZF1EIgWKLhbYXmZ0?si=883ab61a721e45d8

FONTE: O autor (2022).
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Tristeza (757 musicas)

# Enderego

150 | https://open.spotify.com/playlist/37i9dQZF1DWSqgBruwolXkA?si=c71c4a474923452¢e

150 | https://open.spotify.com/playlist/37i9dQZF 1DX8Vz2ROLXhTT?si=c83480b163e74f26

100 | https://open.spotify.com/playlist/37i9dQZF1DWVV27DiNWxkR?si=ada1348bc93b40c1

73 https://open.spotify.com/playlist/37i9dQZF 1DWZFicl79sEj9?si=9b77b0b60dbc4 778

70 | https://open.spotify.com/playlist/37i9dQZF 1DXa39zZwdBPSN?si=ba06737ea22a4e66

68 | https://open.spotify.com/playlist/37i9dQZF1DX7qK8ma5wgG1?si=de3ca6450ab84d21

54 https://open.spotify.com/playlist/37i9dQZF1DXaS0Bb5SeHIi?si=95e9a2dcb0e 14237

52 https://open.spotify.com/playlist/37i9dQZF1DX6hO 1vx5AApi?si=97e6f7ff9c05467a

40 https://open.spotify.com/playlist/37i9dQZF 1D XchlyaSeZp0q?si=8704209bbaff44f4

FONTE: O autor (2022).
Raiva/Medo (719 musicas)

# Enderego
250 | https://open.spotify.com/playlist/37i9dQZF1DWZVAVMhle3pV?si=ffd0b91463cade3a
150 | https://open.spotify.com/playlist/37i9dQZF1DWTXGgmPObfT3?si=3703ff7be57545d0
110 | https://open.spotify.com/playlist/37i9dQZF1DX06VUQ1GoKge?si=ec1e6f31d60a4f78
100 | https://open.spotify.com/playlist/37i9dQZF1DWSV0O64ma1pNY ?si=bd9f6b1f154e468a
59 https://open.spotify.com/playlist/37i9dQZF1DX76t638V6CA8?si=2fbb2d511bb646c7
50 | https://open.spotify.com/playlist/37i9dQZF 1DWWPcvnOpPG3x?si=d56520f76b5440d9

FONTE: O autor (2022).
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Serenidade (700 musicas)

# Enderego
250 | https://open.spotify.com/playlist/37i9dQZF 1D XcxacyAXkQDu?si=a4c1d0a938c04e1a
100 | https://open.spotify.com/playlist/37i9dQZF1DXb5Mq0JeBblw?si=72af76b662544d63
100 | https://open.spotify.com/playlist/37i9dQZF 1DX6e81LupkkgG?si=9b9c5064be3e46d4
100 | https://open.spotify.com/playlist/37i9dQZF 1DX5IDTimEWoTd?si=cfd009c6ac354cc6
100 | https://open.spotify.com/playlist/37i9dQZF1DX50QitC60qtn?si=78b7db43554b43c6
50 https://open.spotify.com/playlist/37i9dQZF 1DXcc6f6HRUPNnq?si=d7d2fcd259d54783

FONTE: O autor (2022).
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APENDICE E — FOLDER DE DIVUGALGAO DA PESQUISA

Participagdo Voluntdria em Pesquisa
O que preciso fazer?

@ Indicar a sua percepgé@o emocional em um
conjunto de musicas.

Requisitos
Disponibilidade de 5 horas semanais (8 semanas);
Conhecimentos em lingua inglesa (intermedidrio);

Boa audigdo;

O © K

Comprometimento.

Outras Informacoes

}

I
5

Direito a certificado de participag&o!

Para participar, envie um e-mail para:

K¢

pclulomo reirae ufpr. br

Paulo Sergio Moreira (PPGGI/UFPR)
Denise Fukumi Tsunoda (PPGGI/UFPR)
Marilia Nunes Silva (PPGArtes /UEMG)

FONTE: O autor (2022).
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APENDICE F - TERMO DE CONSENTIMENTO LIVRE E ESCLARECIDO
(EXPERIMENTO AJUSTADO)

TERMO DE CONSENTIMENTO LIVRE E
ESCLARECIDO (TCLE)

o

Q

Titulo da pesquisa: “Reconhecimento de emogies em misicas considerande multiplas fontes de informacio e
arquiteturas de desp learning ™

Pesquisadores envalvidos:

« Dowutoranda: Pauls Sergio da Concsicao Maoreira [(FRGEI/UFPR)
« Orientadora: Prof® Dr? Denizs Fukumi Tsunoda (FRGEISUFPR]
» Coorientadora: Prof® Drd Mariliz Munes Sitva (FRGAres/UZMGE)

Ohjetivo geral da pesquisa:

» Desenvolver uma abordagem para reconhecer emocdes em midsicas. considerando miltiplas fontes dz informagdo
2 arquiteturas de desp leaming.

O objetive da sua participacao consiste em:

» Indicar a emogdo percebida 20 escutar um conjunto de trechos musicais.

Detalhes sobre a sua participagdo, caso concorde em participar do estudo:

» A suz participagdo neste estudo € voluntaria 2, caso ndc se sinta a vontade para presseguir na pesguisa, voce
pode desistir a gqualguer momenta, sam 2 necessidade de justificativa & sem qualquer tipe de penalizacio.

Quanto aos seus dados:

= Abém das suas respostas quanto @ percepcdo emocional dos trechos disponibilizados, vocd fomecera dados como
genero e idade, apenas para caréter descritivo da pesquiza;

»  Abém deszzes dados, vocé precisara informar se possui algum problema auditivo;

= As suas informactes poderdo ser conhecidas apenas pelos pesquizadores envolvidos e, caso necessario, por
participantss dos grupos de pasquisa coordenados pelas orisntadoras;

» Garantimos que, quando o: dados/resultados obtidos com este estudo forem publicades, ndc havera forma de
identificar oz respondentes.

Fossiveis riscos:

=« Desconforto auditivo: nunca escute os trechos com o seu aparelho (computador, notebook. celular stc) no
volurne maximo;

» Desconforto com as letras: £ possivel que o conteddo das betras abards temas sensiveis para algumas pessoas
{ataque/preconceito contra grupos minoritarios; palavras ofensivas: ataque/preconceito contra religides/crancas;
descricdo de situagdes cotidianas etc ]

= Lembrz-se que vocé € livre para abandonar a pesquisa a qualquer momento, s2m 2 necessidade de justificative
e sem qualguer tipo de penalizago.

Informagbes para contato

» (aso sinta algum desconforto ou necessite de mais informagdes acerca do experimento, por faver, vocé pode nos
contatar a partir dos seguintes e-mails:
o Paulo Sergio da Conceigde Moreira: gaulomoreira(® ufiprbr
& Denize Fukumi Tsunoda: dtsuncdaEufpr.be
o Marilia Nunes Silva: marilianunes®uerng.br
» Em caso de emergéncia, utilize o seguinte nimero para contato: (41) 999274463

FONTE: O autor (2022).



APENDICE G - INSTRUGOES E RECOMENDAGOES AOS VOLUNTARIOS
(EXPERIMENTO AJUSTADO)

Instrucdes para o experimento

O objetivo deste experimento € a emocdo que vocé percebe a0 cuvir o sSegmento, O quUE, N@o necessariamente,
representa o que vooé sente 2o owir determinado segmento.

Ex: cazo vocs perceba que tristeza € 3 emocdo mais pertinente, por f3v/0r, Marque essa opgdo, MEsMo qUe VoCé nao
se sinta ou fique triste 30 ouwvir o segmento.

Instrucdes:

1. Mo total, s3o 4.797 midsicas, cada qual com 30 segundos de duracio € letras em inglés;

2 Meste estudo, as seguintes emocdes sdo consideradas: a) alegria; b) raiva/medo; ©) serenidade; e d) tristeza;

3. O conjurfto de segmentos comesponde a uma representacio da musica popular (Pop/Rock; R&E; Rap, Country
etc.) produzida nos séculos XX e XX

4, 55 & possivel seledonar uma emocdo para cada trecho;

5. Viood recebera, no seu e-mail, um link para acessar & baixar os segmentos para avaliar, bem come a planitha para
registrar a emocdc que percebeu para cada trecho;

6. O experimento serd dividido em duas paries, em virtude da guantidade de registros. Sendo assim, ao receber o
link, baixe o5 arguivos & faca as suas anctacdes de acordo com a sua disponibilidade, até a data determinada para
a entrega:

7. Recomenda-se um total de 5 horas semanais para o expenmento, contudo, vocés podem dedicar mals ou menos
tempa, conforme os seus cronogramas. Todavia, & necessario devolver a planilha preenchida até a data
estabelecida pelo pesguisador;

& Como a duracdo € de 30 segundos, € necessario boa concentracdo no momento da avaliacde, pois ha guebras
repentinas entre cada segmento;

2, Ma planilha de avalizcdo, ha uma aba que apresenta os termos que representam as emogdes consideradas.
Consulte-cs para compreender o significade de cada uma das emogdes;

10. Cada trecho fornecido € numerado. Sendo assim, basta encontrar o 1D comespondente na planilha formedda e
indicar qual emocdo vocé percebew;

11. Preste atencdo em todos os elementos presentes nos segmentos {letras, harmaonia, melodia, ritme, instrumentos,
oz etc) para formular as suas respostas;

12. Por favor, revise suas respastas antes de devolver a planilha para o pesguisadaor (encaminhar para o e-
mail: paulomoreira@ufpr.br);

13. Viocé deve excluir todos s trechos fornecidos apds o fim da sua participacdo, em virtude dos direitos autorais
relacicnados &s cancdes,

1. Por favar, confirme que leu as instrugdes fornecidas *

o

() Confimo que li as instrugdes.

2, Por favor, informe o seu e-mail. *

Insira sua resposta

FONTE: O autor (2022).
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APENDICE H - ESTRUTURA DAS ARQUITETURAS DE DEEP LEARNING

Arquitetura Estrutura das arquiteturas Biblioteca principal

Camadas

Camadas: 3 (16, 8, 6)
kernel_size: 5
strides: 1
padding: same
Funcgao de ativacao: relu
Flatten: 1 camada
1D-CNN Funcéo de ativagao (ultima camada): softmax

~ . Tensorflow/keras
Funcéo custo: categorial _crossentropy

MaxPooling

Camadas: 2
pool_size: 5
strides: 2
padding: same
Funcgao de ativacao: relu

backbone: FTTransformerBackbone
embeddings_layer: Embedding2dLayer
head: LinearHead
loss: CrossEntropyloss

FT-Transformer PyTorch Tabular

Camadas: 3 (12, 8, 5)
Funcgao de ativacgéo: relu
Fungao de ativacao da ultima camada: softmax|
Funcéo custo: categorial _crossentropy

MLP Tensorflow/keras

backbone: NodeBackbone
embeddings_layer: PreEncoded1dLayer
head: Lambda
loss: CrossEntropyloss

NODE PyTorch Tabular

TabNet mask_type: sparsemax PyTorch TabNet

backbone: TabTransformerBackbone
dropout: Dropout
output_layer: Linear
loss: CrossEntropyloss

FONTE: O autor (2023).

TabTransform PyTorch Tabular
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APENDICE | - ESTATISTICAS DESCRITIVAS (BASE UM)

GENERO MUSICAL
Género Total Total (%)

Rock 371 26,27%
Pop 337 23,87%
Heavy Metal 170 12,04%
R&B 159 11,26%
Folk 117 8,29%
Electronic 72 5,10%
Rap 61 4,32%
Country 48 3,40%
Punk 35 2,48%
Jazz 20 1,42%
Blues 10 0,71%
Reggae 4 0,28%
Avant-Garde 3 0,21%
Vocal 2 0,14%
Religious 2 0,14%
Easy Listening 1 0,07%

Total Geral 1.412 100,00%
FONTE: O autor (2023).

PRINCIPAIS ARTISTAS

Artistas Total Total (%)
The Beatles 17 1,20%
Frank Sinatra 16 1,13%
Elvis Presley 15 1,06%

Merle Haggard 13 0,92%
Jerry Lee Lewis 13 0,92%

Ed Sheeran 11 0,78%
Bob Dylan 11 0,78%
Megadeth 9 0,64%
The Clash 8 0,57%

The Magnetic Fields 8 0,57%

FONTE: O autor (2023).
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ARTISTAS E POR EMOGOES (SINTESE)

Emocgao Artistas (# registros) Géneros (# registros)

Elvis Presley (11); ) )
Alegria The Beatles (8); Rock (1R68(‘)g (’2‘;’; (109);

The Clash (7)
Megadeth (9);
Raiva/medo Five Finger Death Punch (8); Heavy Metal (148); Rap (39); Rock (33)
In Flames (6)
Merle Haggard (10);
Serenidade Frank Sinatra (10); Rock (74); R&B (64); Folk (57)
Bob Dylan (7)
Radiohead (6);
Tristeza Frank Sinatra (6); Pop (174); Rock (104); Folk (55)
The Magnetic Fields (5)

FONTE: O autor (2023).



ACORDES
Caracteristica Minimo Média Desvio Padrao Maximo
quantidadeAcordes 1,0000 10,0935 4,9304 28,0000
outros 0,0000 0,6466 1,1030 8,0000
setima 0,0000 0,8102 1,2897 9,0000
setimaMaior 0,0000 0,8846 1,4107 17,0000
setimaMenor 0,0000 1,0227 1,6305 10,0000
setimaMenorQuinta 0,0000 0,0899 0,3909 5,0000
sexta 0,0000 0,6296 1,0586 9,0000
sextaMenor 0,0000 0,0786 0,3015 3,0000
triadeAumentada 0,0000 0,0999 0,4618 7,0000
triadeDiminuta 0,0000 0,0390 0,2394 3,0000
triadeMaior 0,0000 4,3895 3,6684 23,0000
triadeMenor 0,0000 1,4030 1,8764 14,0000
acordesUnicos 1,0000 6,3322 2,6393 19,0000
proporcaoUnicos 0,2000 0,7002 0,2087 1,0000
proporcaoTriadeMenor 0,0000 10,1284 0,1694 1,0000
proporcaoTriadeMaior 0,0000 0,4054 0,2792 1,0000
proporcaoTriadeDiminuta 0,0000 0,0036 0,0248 0,5000
proporcaoTriadeAumentada 0,0000 0,0090 0,0408 0,4286
proporcaoSextaMenor 0,0000 0,0120 0,0578 0,6667
proporcaoSexta 0,0000 0,0677 0,1227 1,0000
proporcaoSetima 0,0000 0,0958 0,1680 1,0000
proporcaoSetimaMaior 0,0000 0,0948 0,1540 1,0000
proporcaoSetimaMenor 0,0000 0,1012 0,1594 1,0000
proporcaoSetimaMenorQuinta 0,0000 0,0117 0,0635 1,0000
proporcaoQutros 0,0000 0,0702 0,1358 1,0000

FONTE: O autor (2023).
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Aupio
Caracteristica Minimo Média Desvio Padrao Maximo
rmsMean 0,0044 0,0990 0,0626 0,3267
rmsSTD 0,0023 0,0418 0,0268 0,1670
chromaMean1  0,0087 0,3979 0,1493 0,9097
chromaSTD1 0,0345 0,2696 0,0641 0,4334
chromaMean?2  0,0271 0,3814 0,1398 0,8748
chromaSTD?2 0,0680 0,2500 0,0602 0,4348
chromaMean3  0,0162 0,4044 0,1515 0,8827
chromaSTD3 0,0496 0,2709 0,0644 0,4510
chromaMean4  0,0319 0,3848 0,1421 0,8822
chromaSTD4 0,0559 0,2516 0,0593 0,4119
chromaMean5  0,0318 0,4045 0,1507 0,8305
chromaSTD5 0,0503 0,2719 0,0633 0,4435
chromaMean6  0,0180 0,3863 0,1426 0,9500
chromaSTD6 0,0263 0,2634 0,0628 0,4633
chromaMean7  0,0451 0,3844 0,1412 0,8952
chromaSTD7 0,0478 0,2544 0,0601 0,4727
chromaMean8  0,0411 0,4131 0,1548 0,9001
chromaSTD8 0,0742 0,2748 0,0625 0,4569
chromaMean9  0,0376 0,4070 0,1477 0,8918
chromaSTD9 0,0571 0,2582 0,0610 0,4334
chromaMean10 0,0408 0,4248 0,1546 0,8569
chromaSTD10  0,0595 0,2792 0,0610 0,4620
chromaMean11 0,0246 0,3956 0,1464 0,9766
chromaSTD11  0,0576 0,2544 0,0617 0,4486
chromaMean12 0,0036 0,3994 0,1461 0,8881
chromaSTD12  0,0067 0,2627 0,0618 0,4453
pulseMean 0,0669 0,2177 0,0437 0,3017
pulseSTD 0,1207 0,2854 0,0415 0,3658
mfcc1Mean  -649,0789 -246,6576 136,7417 20,6493
mfcc1STD 9,7999 70,5059 29,8155 228,8510
mfcc2Mean -35,9870 119,0124 40,3073 242,2672
mfcc2STD 6,9715 32,7477 10,9957 83,5963
mfcc3Mean -94,1357 12,7615 30,7734 107,3422
mfcc3STD 6,7842 27,1680 8,5211 69,0640
mfccdMean  -78,8123 32,0119 19,2054 96,8024
mfcc4STD 5,3795 20,1589 5,4411 51,8807
mfccb5Mean -41,0354 10,5772 13,9362 105,6812
mfcc5STD 5,7762 16,9875 4,5351 38,1140
mfcc6Mean  -41,2544 15,2418 12,0065 64,3013
mfcc6STD 5,8637 14,2490 3,7633 33,2084
mfcc7Mean -31,3775 0,1712 8,4786 36,0982
mfcc7STD 5,3248 13,1838 3,0862 27,5982
mfcc8Mean  -34,1483  8,8613 9,5050 49,9314
mfcc8STD 5,2617 11,6246 2,6997 26,1492

242



mfccO9Mean  -32,4414
mfcc9STD 4,9951
mfcc10Mean  -28,0078
mfcc10STD 4,8367
mfcc11Mean  -39,6084
mfcc11STD 5,2900
mfcc12Mean  -23,5843
mfcc12STD 4,4238
mfcc13Mean  -38,4339
mfcc13STD 4,4416

-2,5836
11,0068
4,2329
10,4969
-5,7822
10,1326
5,0460
9,6745
-5,8280
9,3857

centroidMean 224,3094 1656,2467
centroidSTD 54,2922 624,4764
rollofMean 291,5393 3451,4901
rollofSTD 62,8573 1401,0601

zcrMean 0,0093
zerSTD 0,0026

loudness 3,1691
salience 0,0114
melodiaMean ~ 3,7358
melodiaSTD 19,9922
bpm 60,0525
danceability 0,7389
flux 2,3650

0,0747
0,0438
138,4820
0,2066
102,1139
107,3818
113,7829
1,2917
37,5571

6,8373
2,4146
8,5002
2,3412
6,0730
2,3158
7,3940
2,1611
5,3240
2,0827
802,6164
334,7235
1813,3506
690,5886
0,0410
0,0305
106,3477
0,1461
61,9253
73,8170
25,6561
0,3547
21,8750

27,0466
23,3932
30,1454
19,3305
19,8067
22,9680
26,1753
19,6235
15,1146
18,7501
4703,4233
2300,4915
7862,3420
3445,8433
0,3105
0,2216
693,3931
0,7136
841,1295
636,7784
184,5703
3,7589
131,8663

FONTE: O autor (2023).

LETRAS

Caracteristica Minimo Meédia Desvio Padrao Maximo

charCount 25,0000 249,5035

wordCount 5,0000
avgWord 2,4643

uniqueWords  5,0000
uniqueWordsProp 0,0602
neg 0,0000

neu 0,2640

pos 0,0000

compound -0,9964

54,3477
3,6360
37,3931
0,7154
0,0941
0,7810
0,1249
0,1332

107,8175

23,5238
0,4109
14,2213
0,1310
0,0938
0,1190
0,1004
0,6382

949,0000
209,0000

5,9773

100,0000

1,0000
0,5700
1,0000
0,7360
0,9975

FONTE:

O autor (2023).
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SIMBOLICAS
Caracteristica Média Desvio Padrdo Minimo Maximo
averageNoteDuration 0,4610 0,1898 0,1688 1,5093
maximumNoteDuration 2,3467 1,1724 0,5000 14,6250
minimumNoteDuration 0,0806 0,0600 0,0000 0,1667
variabilityOfNoteDuration 0,3705 0,1839 0,0849 1,7119
noteDensity 5,7922 1,5752 1,5556 11,1455
importanceOfBassRegister 0,6152 0,2483 0,0000 1,0000
importance OfMiddleRegister 0,2674 0,2096 0,0000 0,9524
importanceOfHighRegister 0,1174 0,1284 0,0000 0,8727
mostCommonPitchClassPrevalence 0,2900 0,0882 0,1339 0,7547
primaryRegister 51,3059 8,8584 31,2405 85,4455
pitchClassVariety 10,5085 1,4422 6,0000 12,0000
range 62,5446 13,3025 17,0000 85,0000

FONTE: O autor (2023).

vOoz

Caracteristica Média Desvio Padrao Minimo Maximo

f1Mean 752,8774 153,4999 442,5658 1295,5975
f1STD 0,4194 0,0844 0,1693 0,7377
f1BandMean 1052,7984 143,4170 548,0128 1393,9761
f1BandSTD 0,3119 0,0767 0,1536 0,6924
f2Mean 1791,3116 153,0973 1433,9149 2272,8340
f2STD 0,1926 0,0303 0,1005 0,2906
f2BandMean 842,3283 99,8270 514,8638 1139,0696
f2BandSTD 0,4442 0,0799 0,2232 0,7214
f3Mean 2839,1388 135,6148 2440,4143 3250,3291
f3STD 0,1186 0,0168 0,0724 0,1800
f3BandMean 759,2945 85,9638 462,1772 1037,0382
f3BandSTD 0,5259 0,1120 0,2726 0,9619
voicedMean 0,8378 0,6050 0,1196 9,7533
voiceSTD 0,9476 0,6189 0,1031 9,4006
unvoicedMean 0,2743 0,2452 0,0353 2,1929
unvoicedSTD 0,4283 0,3968 0,0172 2,8710
fOMean 40,4620 4,7232 26,2099 55,8514
fOSTD 0,1521 0,0425 0,0516 0,3446
hnrMean 6,4837 3,2340 -3,8280 14,5467
hnrSTD 1,0394 9,6107 -195,1137 264,1762
jitterMean 0,0310 0,0161 0,0069 0,1008
JitterSTD 1,8671 0,4642 0,8416 3,7210
shitterMean 1,0800 0,2895 0,4547 2,0258
shitterSTD 0,6743 0,1786 0,3333 1,2456
mfcc1MeanVoice  -336,7978 79,4043 -610,8442 -98,3101
mfcc1STDVoice 122,2070 29,6769 52,0559 196,6398

mfcc2MeanVoice 33,3741 28,1598 -75,9802 127,2500



mfcc2STDVoice 50,6038 9,0867 27,2650 97,0370
mfcc3MeanVoice -30,6804 26,9105 -142,5249 48,9045
mfcc3STDVoice 40,7499 9,9646 17,4497 78,2539
mfcc4MeanVoice -1,2901 20,0537 -94,6529 65,9728
mfcc4STDVoice 33,4899 7,5977 15,3823 65,7400
mfcc5MeanVoice -17,6797 13,7293 -64,1682 39,8565
mfcc5STDVoice 28,4200 6,0261 12,5986 53,0148
mfcc6MeanVoice -14,3072 12,3033 -59,9610 31,4351
mfcc6STDVoice 22,3372 4,9005 9,9089 37,5017
mfcc7MeanVoice -19,3381 10,2458 -59,3508 13,8447
mfcc7STDVoice 21,9938 4,5027 9,5845 38,3824
mfcc8MeanVoice -10,0000 8,7687 -48,1863 29,1585
mfcc8STDVoice 17,6231 3,6955 7,4368 31,1243
mfcc9MeanVoice -20,6206 9,5602 -54,4491 14,3570
mfcc9STDVoice 18,9113 3,3073 9,9331 31,3700
mfcc10MeanVoice -3,5904 7,2819  -41,6568 22,6523
mfcc10STDVoice 16,1731 3,0378 8,7420 26,7509
mfcc11MeanVoice  -15,3929 8,1642 -46,4560 34,4364
mfcc11STDVoice 16,2500 2,8174 8,1710 30,5143
mfcc12MeanVoice -6,5639 5,9702 -25,3922 12,1241
mfcc12STDVoice 13,6100 2,7914 6,1023 27,5247
mfcc13MeanVoice  -14,0327 6,6654 -40,6988 6,0279
mfcc13STDVoice 14,3680 2,5197 7,7298 26,4854
mfcc14MeanVoice -3,5164 6,0362 -27,2170 29,1720
mfcc14STDVoice 13,3085 3,0781 6,4735 32,1520
mfcc15MeanVoice -9,6886 6,2238 -31,7973 14,5058
mfcc15STDVoice 13,5594 3,3025 6,4147 29,9652
mfcc16MeanVoice -2,9771 6,5783 -22,6448 40,8556
mfcc16STDVoice 13,3343 4,0512 6,1277 31,9655
gfccsMean 17,8298 16,6833 -25,5376 56,2674
gfccsSTD 210,2212 17,6435 136,9457 251,0072

FONTE: O autor (2023).
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APENDICE J - ESTATISTICAS DESCRITIVAS (BASE DOIS)

GENERO MUSICAL

Género Total Total (%)
Rock 1.353  31,44%
Pop 848 19,71%
R&B 558 12,97%
Heavy Metal 344 7,99%
Folk 323 7,51%
Electronic 232 5,39%
Rap 211 4,90%
Country 159 3,70%
Punk 112 2,60%
Jazz 79 1,84%
Blues 37 0,86%
Reggae 18 0,42%
Vocal 13 0,30%
Avant-Garde 10 0,23%
Religious 3 0,07%
Easy Listening 1 0,02%
Classical 1 0,02%
Latin 1 0,02%

Total Geral 4.303 100,00%
FONTE: O autor (2023).

PRINCIPAIS ARTISTAS

Artistas Total Total (%)
The Beatles 64 1,49%
Frank Sinatra 62 1,44%

Bob Dylan 41 0,95%
Merle Haggard 39 0,91%
Elvis Presley 38 0,88%
Stevie Wonder 28 0,65%
Radiohead 28 0,65%

Jerry Lee Lewis 28 0,65%

Bruce Springsteen 27 0,63%

The Magnetic Fields 26 0,60%
FONTE: O autor (2023).




247

ARTISTAS E POR EMOGOES (SINTESE)

Emociao Artistas (# registros) Géneros (# registros)

The Beatles (28); _ .
Alegria The Clash (21); Rock (;Z?g,(fgg)(ZSS),

Elvis Presley (17)
Megadeth (15);
Raiva/medo Nine Inch Nails (14); Heavy Metal (261); Rock (147); Rap (124)
Rage Against the Machine (11)
Frank Sinatra (33);
Serenidade Merle Haggard (28); Rock (337); R&B (247); Pop (222)
Bob Dylan (22)
Frank Sinatra (29);
Tristeza Radiohead (17); Rock (416); Pop (364); Folk (146)
Bruce Springsteen (14)

FONTE: O autor (2023).



ACORDES
Caracteristica Minimo Média Desvio Padrao Maximo
quantidadeAcordes 1,0000 10,1861 48771 29,0000
outros 0,0000 0,6577 1,0773 9,0000
setima 0,0000 0,7992 1,2934 13,0000
setimaMaior 0,0000 0,8817 1,3761 17,0000
setimaMenor 0,0000 1,0286 1,6136 15,0000
setimaMenorQuinta 0,0000 0,0881 0,3826 5,0000
sexta 0,0000 0,6507 1,1001 9,0000
sextaMenor 0,0000 0,0899 0,3550 4,0000
triadeAumentada 0,0000 0,0920 0,3963 7,0000
triadeDiminuta 0,0000 0,0476 0,2646 3,0000
triadeMaior 0,0000 4,4590 3,7052 23,0000
triadeMenor 0,0000 1,3916 1,8179 14,0000
acordesUnicos 1,0000 6,4139 2,7059 20,0000
proporcaoUnicos 0,1667 0,6988 0,2068 1,0000
proporcaoTriadeMenor 0,0000 0,1286 0,1666 1,0000
proporcaoTriadeMaior 0,0000 0,4121 0,2821 1,0000
proporcaoTriadeDiminuta ~ 0,0000 0,0045 0,0300 1,0000
proporcaoTriadeAumentada  0,0000 0,0083 0,0368 0,5000
proporcaoSextaMenor 0,0000 0,0113 0,0525 0,6667
proporcaoSexta 0,0000 0,0676 0,1248 1,0000
proporcaoSetima 0,0000 0,0900 0,1592 1,0000
proporcaoSetimaMaior 0,0000 0,0911 0,1489 1,0000
proporcaoSetimaMenor 0,0000 0,1030 0,1618 1,0000
proporcaoSetimaMenorQuinta 0,0000 0,0102 0,0535 1,0000
proporcaoOutros 0,0000 0,0733 0,1390 1,0000

FONTE: O autor (2023).
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AubpIO
Caracteristica Minimo Média Desvio Padrao Maximo
rmsMean 0,0963 0,0578 0,0001 0,3267
rmsSTD 0,0420 0,0274 0,0001 0,1801
chromaMean1  0,3897 0,1436 0,0087 0,9406
chromaSTD1 0,2707 0,0651 0,0234 0,4521
chromaMean2  0,3759 0,1324 0,0271 0,9155
chromaSTD2 (2522 0,0595 0,0670 0,4402
chromaMean3  0,3996 0,1451 0,0162 0,9019
chromaSTD3 02745 0,0634 0,0393 0,4510
chromaMean4 03790 0,1366 0,0278 0,8985
chromaSTD4 02511 0,0590 0,0406 0,4290
chromaMeand  0,4040 0,1469 0,0177 0,9215
chromaSTD5 02755 0,0619 0,0270 0,4486
chromaMean6  0,3828 0,1381 0,0180 0,9500
chromaSTD6 02647 0,0629 0,0263 0,4633
chromaMean7 03825 0,1338 0,0287 0,8952
chromaSTD7  0,2585 0,0584 0,0478 0,4727
chromaMean8 04083 0,1473 0,0182 0,9530
chromaSTD8 02778 0,0621 0,0405 0,4569
chromaMean9 04017 0,1391 0,0203 0,8918
chromaSTD9 00,2591 0,0580 0,0352 0,4412
chromaMean10  0,4210 0,1480 0,0355 0,9301
chromaSTD10  0,2826 0,0596 0,0536 0,4620
chromaMean11 (0 3879 0,1395 0,0246 0,9766
chromaSTD11  (,2548 0,0605 0,0576 0,4486
chromaMean12 (0 3941 0,1416 0,0036 0,8881
chromaSTD12  (,2649 0,0603 0,0067 0,4453
pulseMean 0,2226 0,0436 0,0625 0,3047
pulseSTD 0,2901 0,0411 0,1204 0,3689
mfcc1iMean  -248,6545 125,4504 -880,0508 20,6493
mfcc1STD 72,0147 28,7498 9,7999 228,8510
mfcc2Mean  121,0136 39,2193 -35,9870 252,3913
mfcc2STD 33,2092 10,9616 6,9715 92,9399
mfcc3Mean 11,3775 30,2680 -136,2832 107,3422
mfcec3STD 27,5511 8,7714 6,4757 69,0640
mfcc4Mean 32,3349 19,0016 -78,8123 99,0024
mfcc4STD 20,1999 55315 5,3795 51,8807
mfcc5Mean 10,8006 13,3056 -44,8453 105,6812
mfceSSTD 17,2439  4,6397 5,7295 38,6193
mfcc6Mean 15,4576 11,8148 -43,5520 64,3013
mfcc6STD 14,4106  3,7599 5,3779 33,2084
mfcc7Mean 0,3809 8,3940 -34,2453 41,3776
mfcc7STD 13,3677  3,1554 5,3248 29,9809
mfcc8Mean 9,1149 9,2565 -34,1483 49,9314
mfcc8STD 11,7518  2,7589 5,0628 26,1492
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mfcc9Mean -2,3998 6,7988 -32,4414
mfcc9STD 11,2064 2,4954 4,9139
mfcc10Mean 4,3471 8,1646 -29,9178
mfcc10STD 10,6403 2,4244 4,8367
mfcc11Mean -5,5346 6,1142 -39,6084
mfcc11STD 10,1965 2,2877 4,5156
mfcc12Mean 4,8254 7,1046 -23,5843
mfcc12STD 9,7358 21727 4,4238
mfcc13Mean -5,7105 5,4389 -38,4339
mfcc13STD 9,4246 2,0859 4,4416

centroidMean 1626,4693 760,2594 224,3094
centroidSTD  640,1194 332,7742 54,2922
rollofMean  3395,1706 1703,5680 291,5393
rollofSTD 1452,8408 684,6423 62,8573

zcrMean 0,0726 0,0409 0,0081
zcrSTD 0,0434 0,0304 0,0026
loudness 131,2187 97,2609 0,0119
salience 0,2022 0,1418 0,0114
melodiaMean  102,3414 66,6051 3,7358
melodiaSTD ~ 104,3230 74,1369 19,9922
bpm 114,7313 25,4693 57,1100
danceability 1,3004 0,3522 0,6553
flux 36,2372 20,2029 0,0367

27,0466
23,8553
33,7426
27,2977
19,8067
24,8124
29,7812
21,0785
21,0591
19,8432
4703,4233
2300,4915
8112,0149
3699,2867
0,4131
0,2289
787,5535
0,8398
897,1302
746,1099
191,4064
3,7589
145,0117

FONTE: O autor (2023).

LETRAS

Caracteristica Minimo Média Desvio Padrao Maximo

charCount  243,9512106,1290 25,0000
wordCount 531208 23,2074 5,0000
avgWord 3,6391 0,4000 2,3902
uniqueWords 36,7699 14,5160 5,0000

uniqueWordsProp 0,7160 0,1301 0,0602
neg 0,0921 0,0892 0,0000
neu 0,7797 0,1212 0,1410
pos 0,1282 0,1043 0,0000

compound 0,1455 0,6249 -0,9964

1020,0000

221,0000
5,9773
132,0000
1,0000
0,5700
1,0000
0,7410
0,9975

FONTE: O autor (2023).
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SIMBOLICAS
Caracteristica Média Desvio Padrao Minimo Maximo
averageNoteDuration 0,4510 0,1642 0,1607 1,5093
maximumNoteDuration 2,2870 1,1237 0,3750 14,6250
minimumNoteDuration 0,0816 0,0597 0,0000 0,2500
variabilityOfNoteDuration 0,3589 0,1611 0,0801 1,7119
noteDensity 5,9156 1,5772 1,2899 11,9420
importance OfBassRegister 0,6077 0,2437 0,0000 1,0000
importance OfMiddleRegister 0,2744 0,2043 0,0000 0,9524
importance OfHighRegister 0,1179 0,1300 0,0000 0,9600
mostCommonPitchClassPrevalence (2877 0,0870 0,1170 0,7952
primaryRegister 51,5937 8,5867 31,0000 86,7100
pitchClassVariety 10,5320 1,4059 4,0000 12,0000
range 62,3718 13,5963 13,0000 86,0000
FONTE: O autor (2023).
\"[eY4
Caracteristica Média Desvio Padrdo Minimo Maximo
F1Mean 435,0590 735,0838 145,4982 1318,3267
F1STD 0,1509 0,4300 0,0783 0,7377
f1BandMean 548,0128 1058,4279 139,5690 1403,0151
f1BandSTD 0,1448 0,3101  0,0760 0,6924
oMean 1369,4052 1777,4914 151,2974 2294,5850
2STD 0,1005 0,1961  0,0284 0,3185
foBandMean 508,2661 833,7917 95,5611 1139,0696
2BandSTD 0,2232 0,4521  0,0796 0,7680
3Mean 2401,7532 2831,4320 135,9205 3280,6187
£3STD 0,0637 0,1201  0,0167 0,1918
3BandMean 427,8066 754,7055 82,9762 1056,1384
£3BandSTD 0,2666 0,5362  0,1095 0,9937
voicedMean 0,1178 0,8668 0,7308 28,5200
voiceSTD 0,0000 0,9621  0,6086 9,4006
unvoicedMean 0,0353 0,2886  0,2800 5,9350
unvoicedSTD 0,0000 0,4484  0,4334 5,9150
fOMean 22,0075 40,0282  4,7095 55,8514
f0STD 0,0418 0,1524  0,0434 0,4115
hnrMean -3,8280 6,7531  2,9240 14,6080
hnrSTD -1302,4741 0,8498 21,4053 279,6650
jitterMean 0,0053 0,0289  0,0136 0,1008
jitterSTD 0,8227 19123  0,4618 4,9235
shitterMean 0,4461 1,0505  0,2643 2,0258
shitterSTD 0,3333 0,6855  0,1679 1,3786
mfcciMeanVoice ~ -794.6223 -340,5773 80,9140 -91,8420
mfce1STDVoice 454177 123,0368 29,6674 205,7719
-79,8906 32,1848 28,1687 155,5727

mfcc2MeanVoice
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mfcc2STD Voice 25,4004 50,4017  8,9586 97,0370
mfcc3MeanVoice ~ ~142,5249 -27,2686 25,6150 60,5220
mfcc3STD Voice 15,3084 40,3989  9,4370 78,2539
mfcc4MeanVoice -94,6529 0,56306 17,5967 65,9728
mfcc4STD Voice 15,3823 33,3485 71771 71,3892
mfce5MeanVoice -68,6901 -18,1242 13,3831 39,8565
mfcc5STD Voice 8,6849 28,3011 57075 53,5671
mfcc6MeanVoice -59,9610 -13,9916 12,0638 32,6793
mfcc6STDVoice 7,9572 22,1244  4,6310 44,7199
mfcc7MeanVoice -59,3508 -19,2734 10,2475 15,3534
mfcc7STD Voice 9,4574 21,8992  4,3186 43,1379
mfcc8MeanVoice -48,1863 -10,1761 8,7269 29,1585
mfcc8STD Voice 7,0949 17,4064  3,4133 31,1285
mfcc9MeanVoice -54,4491 -20,5343  9,2908 14,3570
mfcc9STD Voice 9,7393 18,8253  3,2159 31,8577
mfcc10MeanVoice ~ ~41,6568 -3,4594  7,0883 33,4618
mfcc10STD Voice 5,6811 16,0475  2,8458 29,0531
mfcc11MeanVoice 49,7843 -15,6672  8,2191 34,4364
mfcc11STDVoice 6,7243 16,0968  2,7255 30,5143
mfcc12MeanVoice  ~33,3068 -6,7224  5,8966 12,3087
mfcc12STDVoice 5,9696 13,4590  2,5555 27,5247
mfcc13MeanVoice ~ ~40,6988 -13,9983  6,5960 7,6137
mifcc13STD Voice 5,8990 14,2179  2,4461 31,4356
mfcc14MeanVoice  ~27,2170 -3,7616  5,85648 29,1720
mfcc14STD Voice 5,5639 13,1151 2,8991 32,1520
mfcc15MeanVoice  ~31,7973 -9,8528  6,0576 20,1508
mfcc15STD Voice 4,4780 13,3945  3,1347 29,9652
mfcc16MeanVoice ~ ~26,2119 -3,3098  6,3619 41,5778
mfcc16STD Voice 4,6504 13,1552  3,9613 32,7294
gfccsMean -31,0630 17,6888 16,6333 56,2674
gfccsSTD 98,4346 209,7258 17,7502 251,0072

FONTE: O autor (2023).
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APENDICE K — HIPERPARAMETROS DAS ARQUITETURAS DE DEEP LEARNING
SELECIONADOS PARA AS MELHORES ACURACIAS NO CENARIO DE

CLASSIFICACAO A

Arquitetura

Hiperparametros (base dois)

Hiperparametros (concordéncia)

NODE

{batch_size: 64; max_epochs: 100;
num_layers: 3; num_trees: 64; optimizer:
'‘adam}

{batch_size: 64; max_epochs: 100;
num_layers: 3; num_trees: 128;
optimizer: 'adam}

TabNet

{n steps: 5; batch size: 64; epochs: 100;
optimizer: adam}

{n steps: 5; batch size: 64; epochs:
100; optimizer: adam}

MLP

{num_epochs: 100; batch_size: 64; optimizer:
‘adam’; dropout: [0,30; 0,25; 0,25]}

{num_epochs: 50; batch_size: 64;
optimizer: 'adam'; dropout: [0,25;
0,25; 0,25]}

TabTransform

{num_epochs: 100; batch_size: 64; optimizer:
'‘adam'}

{num_epochs: 100; batch_size: 64;
optimizer: 'adam'}

1D-CNN

{num_epochs: 100; batch_size: 32; optimizer:
‘adam’; dropout: [0,30; 0,25; 0,00]}

{num_epochs: 50; batch_size: 64;
optimizer: 'adam’; dropout: [0,30;
0,30; 0,00]

FT-Transformer

{num_epochs: 50; batch_size: 64; optimizer:
'‘adam'}

{num_epochs: 50; batch_size: 32;
optimizer: 'adam’}

FONTE: O autor (2023).
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APENDICE S - COMPARAGAO DO PERCENTUAL DE ACERTO DAS
ARQUITETURAS DE DEEP LEARNING (BASE DOIS)

T.AMI
59,11% 63, 70% £3,10% 63,47% 65,89% £3,38%
PCA
60,13% 61,15% 53,15% 63,47%
S.A
59,57% 60, 50% 65,420 66,45% 65,89%%
UNDER
57,43% 65, 70% 58,27% 62,36% 65,2506 62,54%
OVER
57,80% 63, 75% 63,38% 65,15% 66, 72%
- - - - - =
1D-CHM FT-Transformer MNODE TabMet Taleanstrrn

FONTE: O autor (2023).
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COMPARAGAO DO PERCENTUAL DE ACERTO DAS

ARQUITETURAS DE DEEP LEARNING (BASE UM)

67 99%

73.65%

66,85%

70,25%

70,82%

1D-CNN

- o - -
— - - -

T.A/HI

81,02% 79,32% 79,89% 81,01% 77,05%
PCA

73,75% 77,90% 75,35% 75,92% 73,37%

S.A

67.42% 77,90% 79,04% 76,77%

UNDER
76,48% 70.82% 78,47% 78,18% 79,60%

OVER
79,89% 79,04% 79,04% 77.05% 76,77%

AUMENTADO
77,90% 75,35% 78,18% 80,73% 75,92%

FT-Transformer NODE TabNet TabTransform

FONTE: O autor (2023).
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APENDICE U — MATRIZES DE CONFUSAO PARA OS MELHORES RESULTADOS
OBTIDOS COM ALGORITMOS DE APRENDIZADO DE MAQUINA (BASE DOIS)

Acordes

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 63
Serenidade 78
Tristeza 43 37
14,24%  36,25%
14,00%  26,00%

54,79%

Alegria 4.21%
Raiva/medo 42,00%
Serenidade 25,74% 0,66%

Tristeza 13,69% 1,59% 11,78%
FONTE: O autor (2023).

Audio

Emocdo Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo
Serenidade

Tristeza 23 76
11,65% 3,88%
9,33% 4,00%

28,05%

Alegria
Raiva/medo 42,00%
Serenidade 17,16% 0,00%

Tristeza 7,32% 2,55% 24,20%
FONTE: O autor (2023).




Letras

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo
Serenidade

Tristeza 54 81
12,30%  15,86%
8,00% 18,00%

34,65%

Alegria
39,33%
Serenidade 24,75% 0,66%

Tristeza 17,20% 2,87% 25,80%
FONTE: O autor (2023).

Raiva/medo

Simbdlicas

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 97
Serenidade 91

Tristeza 25

14,24% 5,18%
6,00% 2,67%
32,01%

Alegria
Raiva/medo 64,67%
Serenidade 30,03% 1,32%

Tristeza 7,96% 1,27% 20,70%
FONTE: O autor (2023).

Voz

Emocdo Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo
Serenidade

Tristeza 33 86
13,59%  4,53%
6,67% 4,67%

31,35%

Alegria
Raiva/medo 33,33%
Serenidade 20,79% 0,00%

Tristeza 22,00% 0,96% 27,39%
FONTE: O autor (2023).
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APENDICE V — MATRIZES DE CONFUSAO PARA OS MELHORES RESULTADOS
OBTIDOS COM ALGORITMOS DE APRENDIZADO DE MAQUINA (BASE UM)

Acordes

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 18

Serenidade 25

3
4,50% 18,02%
4,92%

6
20,72%

Tristeza 15

Alegria
Raiva/medo 29,51%
Serenidade 32,47% 14,29%

Tristeza 14,42% 577% 2,88%
FONTE: O autor (2023).

Audio

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 10
Serenidade 12
13
3,60% 0,90%
3,28% 0,00%
18,18%

Tristeza 4

Alegria 8,11%
Raiva/medo 16,39%
Serenidade 15,58% 1,30%

Tristeza 3,85%  0,00% 12,50%
FONTE: O autor (2023).




Letras

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 20
Serenidade 20

Tristeza 17

7,21% 0,90% 19,82%
23,73%

68,42%

Alegria
Raiva/medo 33,90%
Serenidade 26,32% 3,95%

Tristeza 15,89%  2,80% 0,00%
FONTE: O autor (2023).

Simbdlicas

Emocao Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 27
Serenidade 16

Tristeza 3

9,91% 0,00%
3,39%
25,00%

Alegria
Raiva/medo 45,76%
Serenidade 21,05% 3,95%

Tristeza 2,80% 1,87% 11,21%
FONTE: O autor (2023).

Voz

Emocdo Alegria Raiva/medo Serenidade Tristeza

Alegria
Raiva/medo 12

Serenidade 15

1
4,50%

10
5,41% 2,70%
0,00%

Tristeza 10

Alegria
Raiva/medo 20,34%
Serenidade 19,74% 0,00%

Tristeza  9,35% 0,93% 9,35%
FONTE: O autor (2023).
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