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摘 要：主题模型常用于非结构化语料库和离散数据建模，抽取隐含主题分布。由于主题发现结果采用词列

表形式，理解其含义较为困难。尽管通过人工标记可生成更具解释性和易理解的主题标签，但成本巨大缺乏

可行性，而自动主题标记的研究为解决该问题提供了方法和思路。首先对当前最为流行的狄利克雷分配主题

模型进行阐述与分析，并根据主题标签三种不同表现形式，基于短语、摘要和图片，将主题标记方法分为三种

类型；之后围绕提高主题的可解释性，以生成的不同类型主题标签为线索，对近年来的相关研究成果进行梳

理、分析和总结，并对不同标签的适用情境和可用性进行探讨；同时根据不同方法的特点进一步分类，重点对

基于词法、子模优化和图排序方法生成摘要主题标签进行定量和定性分析，从学习类型、使用技术和数据来源

出发，对比不同方法的差异；最后对主题自动标记研究存在的问题和趋势发展进行讨论，基于深度学习、与情

感分析结合并不断拓展主题标记应用的场景，将是未来发展的重点和方向。
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Abstract: Topic models are often used in modeling unstructured corpora and discrete data to extract the latent topic.

As topics are generally expressed in the form of word lists, it is usually difficult for users to understand the

meanings of topics, especially when users lack knowledge in the subject area. Although manually labeling topics
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主题模型（topic model）是一种从非结构化数据

中自动提取隐含语义主题的生成概率模型，常用于

大规模语料库和离散数据建模。该模型将语料库中

的文档理解成特定隐含主题的分布，因而可以按照

隐含的语义特征来发现抽象的主题，并通过词列表的

形式表示。目前最为流行的主题模型是2003年由Blei

等人 [1]提出的潜在狄利克雷分配模型（latent Dirichlet

allocation，LDA），在文本分类、异常检测、推荐系统、

文本摘要、观点抽取、词义归纳、情感分析、信息检索

等诸多领域 [2-3]得到广泛应用，并快速发展。但由于

主题采用词列表形式，如表 1 所示，通常会对用户正

确理解造成一定的障碍。特别是在用户缺乏主题领

域相关背景知识的情况下[4]，其对主题的理解可能是

破碎、片面和不准确的。

为提高主题模型发现结果的可解释性，通常的

做法是进行主题标记 [5-6]。具有特定领域知识的专家

给出的主题标签通常更容易理解，对主题的说明也

更加充分和准确[7]。但面对海量的语料数据，人工标

记主题工作耗时费力，甚至成为不可能完成的任

务。此外，局限于个人认识，标签的客观性也会受到

影响。因此，利用机器进行自动标记，可提高主题标

记的效率并增强准确性和客观性[8]。

本文与凌洪飞等人 [9]的主题自动标记综述文献

相比，不同于其以生成来源为线索，对现有主题标记

方法进行分类比较，本文按照生成主题标签的不同

形式分类，创新性地采用文本特征表示方法与主题

标记模型所使用的技术相结合，并从这两个层面对

现有研究成果进行总结，详细描述了不同方法的建

模过程和适用场景，从全局和微观两个不同视角对

现有方法进行阐述和分析。结合具体应用和相关领

域的创新性研究，指出基于预训练语言模型以及多

种深度学习技术相融合的方法应是未来突破的重点

和方向。

1 主题模型介绍
对主题建模的研究，在早期通常利用空间向量

模型[10-11]将相关文本聚合到同一类簇下。但该方法只

对文本进行简单分类，未深入挖掘文本所蕴含的语

义信息，也未对用户理解挖掘结果提供帮助。

为解决上述问题，Deerwester等人 [12]提出了潜在

语义索引或潜在语义分析方法，利用文本语义挖掘

出更深层次的聚类信息（主题）[13]。该方法利用奇异

值分解，通过将数据从高维空间映射到低维语义空

间，以获得抽象的主题分布，并降低了整体开销。缺

点是时间复杂度高，通过分解矩阵发现的主题解释

性不强，不能区分一词多义的情况[14]。

针对该问题，Hofmann[15]提出一种概率潜在语义

索引（概率潜在语义分析）模型，认为一篇文档由多

个主题组成，且主题词服从于多项式分布。由于隐

含了高斯分布假设，更符合文本特性。因其利用强

can generate more explanatory and easily understandable topic labels, the cost is too high for the method to be

feasible. Therefore, research on automatic labeling of topic discovered provides solutions to the problem. Firstly, the

currently most popular technique, latent Dirichlet allocation (LDA), is elaborated and analyzed. According to the

three different representations of topic labels, based on phrases, abstracts, and pictures, the topic labeling methods

are classified into three types. Then, centered on improving the interpretability of topics, with different types of

generated topic labels utilized, the relevant research in recent years is sorted out, analyzed, and summarized. The

applicable scenarios and usability of different labels are also discussed. Meanwhile, methods are further categorized

according to their different characteristics. The focus is placed on the quantitative and qualitative analysis of the

abstract topic labels generated through lexical-based, submodular optimization, and graph-based methods. The

differences between separate methods with respect to the learning types, technologies used, and data sources are

then compared. Finally, the existing problems and trend of development of research on automatic topic labeling are

discussed. Based on deep learning, integrating with sentiment analysis, and continuously expanding the applicable

scenarios of topic labeling, will be the directions of future development.

Key words: topic model; latent Dirichlet allocation (LDA); topic labeling; topic label

表 1 APNews某主题的 top-20主题词

Table 1 top-20 terms of a topic in APNews

Index

1 to 10

11 to 20

Topic terms

million company said bank billion offer will corp new business

inc plan sale share also firm finance manag stock invest
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化期望最大化算法训练模型参数，所以解决了同义

词和多义词问题。由于其并非完备概率模型，会逐

渐增长并出现过拟合现象[14]。

2003 年，Blei 等人 [1]在概率潜在语义索引基础

上，提出一种由文档、主题和单词构成的三层贝叶斯

概率模型，潜在狄利克雷分配（LDA）将文档看作词

袋的集合，根据主题分布，以及词对主题的隶属度，

生成集合中的文档。LDA不仅克服了模型随语料数

量增长而逐渐增大的缺点，同时也避免了过拟合问

题。如图 1所示。

LDA 本质上是一种无监督学习算法，其生成一

篇文档的过程如下：

1. 文档长度为服从泊松分布值 N
2. 从Dirichlet(α)分布中取出第 m个文档的主题分布 θm
3. For n = 1 to N :

4. 为当前第 m 个文档的第 n 个词从多项式分布

θm 中抽取出一个主题 Zm,n

5. 从 Dirichlet(β)分布中取出第 k个主题的主题词

多项式分布 φk ，且 k = Zm,n

6. 选择一个服从 φk 多项式分布的词 wm,n ，作为第

m个文档的第 n个词，将其写入该文档

α 和 β 是先验参数，采用近似估计算法（变分期

望最大化或折叠吉布斯采样）来估计参数 θm 和 φk 。

前者推断速度快，但模型参数估计不如后者准确；后

者易于实现，缺点是较前者收敛速度慢。

LDA 模型出现后，因其拥有良好的先验概率假

设和简单高效的抽样推理算法，逐渐成为主题建模

事实上的标准化模型 [9]，并广泛应用于文本分类、检

索、摘要和主题演化等领域，开启了主题模型研究的

热潮，相关研究成果也不断涌现[16-21]。

2 主题标记方法
对现有主题自动标记方法，单纯按照主题标签

的表现形式分类，有三种类型：基于短语、摘要和图

片的主题标签[22]。如图 2所示，列举了生成这三类主

题标签所对应的所有主题自动标记方法。

使用形式简洁的短语或概念[2-3,7-8,23-36]对主题进行

标记，标签短小凝练，具有高度概括性，适合用户快

速浏览主题内容。例如对基于APNews语料库[2,4,37]进

行 LDA 主题建模，其中某一主题中的 top-20 主题词

如表 1 所示，可采用上位词“economy”作为短语标签

来解释主题。

虽然采用短语主题标签可帮助用户理解主题，

但在主题含义丰富或涉及领域较为宽泛时，因长度

较短，实际效果不能令人满意。若当前短语本身具

有多重含义，在缺乏前后文的情况下，无法确定其真

实含义。此外，如果当前主题中的重要主题词之间

缺乏内在联系，则很难找到一个合适的短语去准确

地描述主题。对用户来说，一个不恰当的主题标签

只会使得正确理解主题变得更加困难[4,37]。

为克服短语主题标签的缺陷，通常需要信息丰

富、描述充分的方式。因此，采用长文本来描述主题

成为更佳的选择。长文本主题标签可单独使用，也

可作为短语标签的补充[4]。目前，主要通过文本摘要

技术来生成长文本主题标签，以提供更丰富和多样

的信息，帮助用户充分理解主题的内涵[4,37-41]。

此外，还有研究者采用图片或文本配图形式的

主题标签[22,42-44]在特定场景下对主题进行解释。由于

图片标签表达较为生动、直观，且具有跨越语言鸿沟

的优势，对帮助用户理解主题具有积极作用。三种

不同主题标签的优缺点及适用场景总结如表 2所示。

Sorodoc等人[43]认为不同主题应选择不同类型的

主题标签，某些主题可能适用短语解释，有些主题可

能适合长文本描述，另外一些主题可能更适合采用

图片展示。综合来看，三种不同形式的主题标签各

有特点，使用时需要考虑具体的应用场景。不论采

图 1 LDA模型表示

Fig.1 Graphical representation of LDA model

表 2 三种类型的主题标签

Table 2 Three types of topic labels

主题

标签

短语

摘要

图片

优点

简单、友好、

易理解

具有丰富的

表现力，表

达充分

直观，易于

理解，跨越

语言鸿沟

缺点

难以充分解释内

涵丰富的主题

不够简洁和概括，

不利于用户快速

浏览

实现困难，某些抽

象主题难以用图

片描述

适用场景

信息检索、观点抽

取、文本分类等

科研热点检测、科

研热点趋势分析与

发现、多文本摘要

常用于推荐系统和

情感分析系统内容

展示
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用哪种形式，对主题标签的质量要求是没有区别的，

生成的标签应符合如下标准[2,4]：（1）相关性，生成主题

标签与主题在语义上高度相关；（2）覆盖性，生成主

题标签包含更多主题词，则多样性越强，冗余度越

低；（3）区分性，不同主题标签间的区别性越大，说明

所表达语义的区分度越高，标签质量更高。

3 基于短语的主题标记方法
三种类型的主题标签差异明显，其适用的范围

和场景也不同。本章将按主题标签的类型，对不同

的主题标记方法分类阐述。

Aletras 等人 [45]认为，短语主题标签对用户更友

好，更容易理解和使用。在文献检索任务中，短语标

签可以很好地概括主题主旨，短时间内帮助用户检

索到更多的相关文献[45]。此外，当用户需要快速了解

语料库内包含文档的种类、范畴等信息时，简短且概

括性强的短语标签就成为不二之选。目前，主题自

动标记方法大多采用短语主题标签，详情列表如表 3

所示。

3.1 基于统计方法
早期的主题自动标记研究通常将主题词的频率

视为基本特性之一[34]，大部分研究利用文本的浅层特

征，例如基于 BOW 和 N-gram[2-3,7-8,34,46]生成候选标签，

再通过主题和候选标签间的相似度排序确定最优主

题标签。

Mei等人[2]最早提出一种使用短语或 N元语法对

图 2 主题标记方法

Fig.2 Topic labeling methods
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主题进行标记的方法，将主题标记过程视为一个优

化问题，即单词分布间的 KL（Kullback-Leibler）散度

最小化，以及主题模型和主题标签间的互信息最大

化。其主要利用短语的浅层特征，并根据当前短语

和主题模型之间的 KL散度对候选标签排序，以选取

最优短语标签。Mao等人[46]采用与 Mei等人[2]类似方

法，使用块分析（chunking parsing）和 N 元语法检验

（N-gram testing）[49]方法从文档中抽取候选标签。不

同的是，其利用了层次主题模型的结构化信息，分别

基于全局词频权重和 Jensen-Shannon 散度对每个主

题的候选标签进行排序，以获得最佳的主题标签。

相对 Mao 等人 [46]提出的对层次主题模型主题自

动标记方法，Magatti等人[8]更早提出一种利用 Google

Directory（谷歌目录服务已于 2011年 7月 21日停用）

构造主题树对层次主题模型进行自动主题标记的方

法 ALOT（automatic labeling of topics）。该方法包含

两部分：首先通过谷歌目录（当前已停用）构造的主题

树获得主题层次结构，然后基于一组相似性度量

（Cosine、Overlap、Mutual、Dice、Tanimoto和 Jaccard），来

寻找最优的主题标签。通常，层次主题模型将主题

组织为层次结构，其中每个主题都是从更通用的主

题中派生而来。这种层次结构可以帮助人们更好地

理解文本的主题结构，因此也能在更高的概率上生

成质量更佳的主题标签。

实践中，主题标记任务通常需要大量的标注数

据来训练标记模型。然而，由于数据收集和标注的

成本很高，很难在每个领域中都获得足够的标注数

据。因此，迁移学习成为解决这个问题的一种有效

方法。Lau等人[7]提出了一种使用无监督学习技术对

候选标签进行排序的主题标记方法。对给定主题，

首先选择 top-N个主题词在英文 Wikipedia（https://

www.wikipedia.org/）中进行查询，并从得分最高文档

的标题中获取候选标签。Lau 认为一个良好的主题

标签应该和主题词之间存在着某种较强的联系，因

此使用了以下几种基于词法的关系评估措施：点间

互信息（pointwise mutual information）、T检验（students
t-test）、Dice 系数（Dice s coefficient）、皮尔森卡方检

验（Pearson  s χ2 test）和似然比检验（likelihood ratio

test）等。Lau使用了一个宽度为 20的滑动窗口，在维

基百科语料上进行分析，以获取候选标签和主题词

词频统计信息，最后计算每个主题的 top-10主题词与

候选标签间的多个关系评估得分，并将同一个候选

标签不同的评估分数进行算数平均，最终根据每个

候选标签的平均分数获得最佳主题标签。

表 3 基于短语的主题标记方法

Table 3 Topic labeling method based on phrases

作者

Mei等人[2]

Magatti等人[8]

Lau等人[7]

Mao等人[46]

Kou等人[3]

Tiwari等人[34]

Shahriar等人[36]

Hulpus等人[24]

Aletras等人[23]

Sanjaya等人[28]

Kim等人[27]

Zosa等人[30]

Kinariwala等人[32]

Allahyaria等人[35]

Bhatia等人[25]

Kozono等人[29]

Popa等人[31]

Alokaili等人[33]

方法

统计

统计

统计

统计

统计

统计

统计

图排序

图排序

图排序

本体

本体

本体

本体

神经网络

神经网络

神经网络

神经网络

文本表示

BOW、N-gram

BOW

BOW

BOW、N-gram

W2V、LTV

BERT、GloVe

W2V、D2V

BOW

BOW

BOW

BOW

SBERT[47]

BOW

BOW

W2V、D2V

W2V、D2V

BART[48]

embedding

数据来源

内源

内源

外源

内源

内源

内源

内源

外源

外源

外源

外源

外源

内源

外源

外源

外源

内源

内源

描述

基于浅层特征，利用候选短语和主题间的KL散度值排序

基于一组多种相似性度量方法，利用谷歌目录（已停用）寻找最优主题标签

基于维基百科语料分析，采用不同方法计算标签与主题间的相关评估分数

使用块分析和 N 元语法检验从文档中抽取候选标签，利用KLD进行排序

使用稠密向量进行主题和候选标签向量化，解决了一词多义问题

使用词嵌入向量化短文本中的分层主题和候选标签，利用Cosine计算相似度

基于数据驱动的挖掘框架，利用情感词和方面术语以增强分类性能

使用Wikipedia Categories、YAGO和DBpedia Ontology来获取候选标签

利用Wikipedia产生候选标签，使用图排序方法对标签进行排序

构建一个以主题、词、Wikipedia和候选术语为结点的异构图，用于集成学习

基于Wikipedia建立UniDM本体，由决策树和K近邻方法建立主题映射

主题基于 SBERT向量化，将本体映射转换为一种语言无关的多标签分类

top主题词输入CEPS_Ontology本体，获得最多计数的上位词作为主题标签

将本体概念和LDA集成在OntoLDA框架中，依赖于本体语义相似性排序

引入 doc2vec和word2vec向量编码，训练了一个有监督向量回归模型NETL

利用NETL[25]生成候选标签，并应用Mao等人[46]的主题自动标记方法选择标签

基于BART微调模型建立候选标签池，参考主题词概率分布增大评分权重

主题词编码为词嵌入到双向GRU中，输出到前馈神经网络以获取标签概率

注：对于文本表示，BOW为 bag of words，W2V为word2vec，D2V为 doc2vec，LTV为 letter trigram vectors。
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采用迁移学习方法，利用从外源性语料库中已

获得的知识，不仅可以减少目标领域的标注数据量

需求，也能获得更丰富和概括能力更强的候选主题

标签，模型的泛化能力也得到提升。但该类方法也

存在一定的局限性：首先，外源语料库与当前文本集

应存在一定的共通性，否则难以实现主题标签的迁

移；此外，外源性主题标签往往未出现在当前文本集

中，对目标主题的覆盖度和准确性可能会存在偏差。

在主题标记任务中，相对于使用传统的 BOW 和

N-gram，使用稠密向量表示文本有助于提高标记模

型的性能，因为其可以更好地表示文本之间的相似

性和差异性，所以使模型更准确地分类文本。Kou等

人 [3]使用 OpenNLP[50]对给定主题的全部文档进行解

析，抽取出包含 top-10 关键词的短语，作为候选标签

集。为评估主题与候选主题标签之间的相关性，将

该主题与候选标签映射到同一向量空间，并基于LTV

（letter trigram vectors）、CBOW（continuous bag-of-words）

和 Skip-gram[51]三种不同词向量表示计算余弦相似

度，以选择得分最高的标签。

word2vec[51]是一个包含 CBOW 和 Skip-gram 两

种模型的框架，只能对单个单词进行建模，无法直接

处理文档级别的语义关系。相比之下，doc2vec[52]可

以将整个文档表示为一个向量，从而能够更好地处

理文档级别的语义关系。基于此，为获取 COVID-19

大流行期间的热点事件，Shahriar 等人 [36]提出一个基

于word2vec和 doc2vec的主题框架 SATLabel，用于从

COVID-19 相关的推文中提取主题并自动标记。该

框架利用情感术语和方面术语的单字特征通过 LDA

输出主题聚类，从情感词和方面术语中各取 20 个组

成不同向量集，利用软性余弦相似度找到与主题最

为接近的主题标签。

相比 word2vec和 doc2vec只能处理局部上下文，

GloVe[53]是一种使用全局统计信息生成词向量的方

法，该方法不仅考虑了局部的上下文，还考虑了整个

语料库的全局统计信息，因此可以更好地处理稀有词

汇，但仍无法处理上下文信息。BERT（bidirectional

encoder representations from transformers）[54]是一种预

训练语言模型，可用于处理上下文动态相关性信息，

在许多自然语言处理任务中都优于其他方法。因

此，针对层次主题中不同级主题词和候选标签之间

可能不存在共同术语，以及无法通过词匹配了解二

者相关关系的问题，Tiwari等人[34]使用 200维的GloVe

和 384维的 BERT all-Mini-LM-L6-v2（https://huggingface.

co/sentence- transformers/all-MiniLM-L6-v2）词嵌入，

向量化语料库、主题以及候选标签，通过动态上下文

语义的引入，确保层级标记的主题一致性，可有效利

用主题间的并列和从属关系来提高主题标记的有效

性和准确性。

3.2 基于图排序方法
自动主题标记算法在生成候选标签后，通常会

计算其与主题之间的距离（相关关系）并以此排序选

择最优的主题标签。例如，Mei等人 [2]利用 KL 散度，

Mao 等人 [46]采用一组相似性度量方法，包括 Cosine、

Overlap、Mutual、Dice、Tanimoto 和 Jaccard 距离，Lau

等人 [7]使用 PMI（pairwise mutual information）、t-test、χ2

test和 LLR（log likelihood ratio）等方法。但上述方法

仅限于直接计算候选标签和主题间的关系，并未利

用到候选标签间的相互关系和信息。而图排序算法

可以利用结点间的关系，通过随机游走过程发现网

络中的重要结点或路径，相较于前述方法仅单纯依

赖向量空间中的距离（关系）计算方法，可以有效利

用不同候选标签间的相关关系选出更具代表性和概

括性的标签。

Hulpus 等人 [55]提出一种基于数据结构化信息的

主题自动标记方法，分为四个阶段：（1）通过LDA模型

发现主题；（2）利用 DBpedia（http://wiki.dbpedia.org/）

的结构化数据，将 top-N主题词与其中的具体概念联

系起来，进行词义消歧；（3）所获概念作为结点，不同

结点的分类概念在 DBpedia中的从属关系表示为边，

构建候选标签图；（4）利用图排序的随机游走算法，

迭代得到全部结点的聚焦信息中心度（focused infor-

mation centrality）值，最后选择得分最高的结点（对应

DBpedia中的概念）成为主题标签。

相比Hulpus等人的方法，Aletras等人[23]提出一种

基于图排序的无监督主题标记方法。除了利用外源

性的知识库，还引入了谷歌搜索引擎，其覆盖了大量

的互联网信息，可以提供与特定主题相关的多样化

和广泛的搜索结果。这些搜索结果可以作为构建主

题标记的基础，从中提取关键词、短语和主题相关的

内容。首先，利用 Wikipedia 产生候选标签 [7]。然后，

对候选标签排序，包括三个步骤：（1）基于 Bing 搜索

引擎，使用 top-N主题词进行检索。（2）利用 OpenNLP

（http://opennlp.apache.org/）对返回结果中的标题句子

进行形式化标记，并将标记词和搜索结果中的元数

据作为结点构建无向图，基于维基百科作为参考语

料库来计算词的共现率，并使用归一化逐点互信息
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（normalized pointwise mutual information，NPMI）[56]给

图中的两个相邻结点的边赋值。为避免偶然出现的

词共现所导致的噪声，设定只有当 NPMI>0.2时才认

为两个结点间存在链接。（3）通过 PageRank算法 [57]进

行排序，每个结点（候选标签）的得分按照其中所包

含的所有关键词的权重求和，选择分数最高的作为

主题标签。

对于生成候选标签子集后再利用图排序算法获

取最优解的办法，在排序过程中未再考虑候选标签

和主题间的关系，可能会导致主题标签的重心发生

偏移。针对该问题，Sanjaya等人 [28]利用 Lau等人 [7]的

方法生成候选标签子集后，构建了一个包含主题、

词、维基百科文章和候选标签的异构图，引入了更多

维度的相关性特征，对排序结果的改善具有积极的

意义。但该方法并未考虑不同类型的结点之间是否

天然具有平等的关系，以及对投票结果会产生怎样

的影响。特别的，Sanjaya 认为如果能够获取语料库

中主题领域与候选标签间关系的先验知识，可能对

其排序方法的最终排序结果有积极的影响。

3.3 基于本体方法
短语主题标签通常将一或多个单词组合成一个

短语来描述主题。其存在以下问题：（1）多义性问

题。同一个短语在不同的上下文中可能具有不同的

含义。例如“apple pie”可以是一种美食，或是一个品

牌。（2）歧义性问题。同一个短语可能被用于描述不

同的主题。例如，“social media”可能被用于描述互

联网媒体领域或用于描述社交网络。（3）连贯性问

题。一些短语可能不具备连贯性，难以形成一个完

整的主题。例如，“in the news”可用于描述不同的主

题，但之间并不存在明显关联。（4）预定义问题。使

用短语主题标签需事先定义，因此无法处理一些新

出现的词汇或短语。

一些研究者[27,30,32,35]尝试使用本体（ontology）方法

来解决上述问题。先验知识是本体方法非常重要的

一部分，为本体的构建和推理提供了基础。本体方

法的核心目标之一就是将先验知识形式化地表示为

概念、关系和约束的集合，并利用这些先验知识进行

推理和语义处理。

本体可以通过手动构建或自动构建（如从现有

文本中抽取概念和关系）得到。然后，对于给定的文

本，本体方法可以将其表示为一个向量，该向量反映

了文本与本体中各个概念之间的关系。例如，可以

使用基于本体的词嵌入技术（如 word2vec）来生成文

本向量。最后，可使用机器学习方法（如逻辑回归、

朴素贝叶斯、支持向量机等）来构建分类器，输入文

本向量后给出合适的主题标签。

使用本体方法进行主题标记，通常利用本体中

的语义信息对文本数据进行理解和分析，或通过推

理机制发现文本中隐含的语义关系和概念；其目标

是将本体中的先验知识与文本特征结合，获取更准

确的主题标记结果。Allahyaria等人[35]将本体概念和

主题模型集成在一个框架OntoLDA（如图 3所示）中，

每个主题表示为概念上的多项分布，每个概念是单

词上的多项分布。通过本体概念和主题，以及本体

概念之间的关系就可以确定文档的主题。与已有研

究类似，整个过程分为两个阶段：（1）抽取并筛选出

与主题密切相关的候选主题标签。先确定本体概念

集 C ={c1,c2,…,ci,…,cC} ，然后对当前第 j 个主题 φj

和第 i 个本体概念 ci ，根据 OntoLDA 主题模型的边

缘概率公式 p(ci|φj)选取边缘概率最高的 K 个本体概

念，构建主题语义图。（2）针对每个主题，提取其主题

图作为子图，根据语义相似度进行图排序，以获取最

适合的主题标签。

Allahyaria 等人提出的方法将本体概念集成到

LDA中，提高了主题模型的内聚性，但该方法较为复

杂，适用性不高。与其他主题模型一样，OntoLDA的

性能受到主题数的影响。如果主题数设置得不当，

可能会导致一些主题被合并或分裂成不合理的子主

题，降低了本体概念和主题的匹配度，从而削弱了主

题标签的准确性。

为提高本体概念和主题的匹配度，Kim等人[27]提出

一种基于社会网络分析（social network analysis，SNA）

和本体的方法来标记科研文献中有影响力的主题。

该方法利用 SNA 方法选择热点主题，为增强主题的

可解释性，构建了一个建立在 Wikipedia 上的挖掘结

图 3 OntoLDA 模型表示

Fig.3 Graphical representation of OntoLDA model
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果集UniDM本体，考虑到主题间的相互关系，可利用

多种方法在 UniDM 和主题间进行映射，例如通过决

策树和K近邻等方法建立起对主题的映射关系，有效

提高了主题和候选标签的匹配程度，对最优的主题

标签的选择具有积极作用。

为进一步提升对主题候选标签和主题关系的理

解，提取文本的层次特征，将深度学习技术与本体方

法结合，Zosa等人 [30]针对多语言主题自动标记，提出

一种本体映射方法，将主题映射到与语言无关的新

闻本体中的概念。Zosa将本体映射问题视为一个多

标签分类任务，利用一个基于 Transformer 的微调预

训练语言模型 SBERT（sentence-BERT）[47]，将主题表

示为上下文相关的嵌入形式。其中，一个主题可以

被分类为属于本体中的一个或多个概念。需要注意

的是，新闻本体分类概念与具体语言无关，其目的是为

了无需额外训练就可以在多种语言上生成主题标签。

本体方法的优点是能够利用丰富的领域知识，

提高主题标记的准确性和一致性，但建立和维护一

个本体结构需要耗费大量的人力和时间。为降低构

建本体的成本，Kinariwala 等人 [32]使用开源软件 tool-

Protégé生成了一个涉及“体育”“犯罪”“政治”和“环

境”四个领域的本体 CEPS-Ontology，并将主题中的

top 词汇作为输入，获得最多归属计数的上位词被选

为该主题的标签。该方法局限于上述四个领域的新

闻语料，并且需要事先构建本体作为主题标签池，主

题标记质量与特定本体相关，其适用性受到限制，只

能应用于特定领域。从上可知，本体方法对新领域

或新概念的适应性较差，需要手动或自动扩展本体

结构以涵盖新的概念和关系。

3.4 基于神经网络
主题标记是一项极具挑战性的 NLP 任务，目前

仍面临诸多困难，包括：（1）多义性和歧义性。由于

主题是由主题词集构成，同一个词或短语可能在不

同的上下文中具有不同的含义，可能导致主题标记

失效。（2）数据稀疏性。对于某些主题，训练数据中

可能只包含很少的示例，使得准确地标记这些主题

变得困难。（3）领域特定性。主题标记的性能可能会

受到领域特定的词汇和表达方式的影响，需要具备

跨领域的泛化能力。（4）多语言问题。在多语言环境

下，同一个主题可能会以不同的词汇和表达方式出

现，需要解决跨语言的主题标记问题。

针对上述问题，不同研究者将神经网络技术应

用于自动主题标记任务。Bhatia等人[25]提出了一个基

于 word2vec[51]和 doc2vec[52]的主题自动标记模型 NETL

（neural embedding topic labelling）。标记过程分为两

个阶段：首先，生成候选主题标签集合；然后利用一

个有监督学习的排序模型对候选标签排序。关键步

骤详述如下：

第一阶段，参照 Lau 等人 [7]的方法产生候选标

签。Bhatia 利用 Wikipedia[7]语料训练 doc2vec 模型，

并使用文档嵌入表示文档的标题 a。若给定主题为

T ，则 a 与 T 的相关性定义为 reld2v(a,T ) ，若基于

word2vec，则相关性定义为 relw2v(a,T )，且最终相关性

定义为 reld2v + w2v(a,T )。上述公式定义如下所示：

reld2v(a,T ) = 1|T|∑v ∈ Tcos(Edd2v(a),Ewd2v(v)) （1）

relw2v(a,T ) = 1|T|∑v ∈ Tcos(Eww2v(a),Eww2v(v)) （2）

reld2v + w2v(a,T ) = reld2v(a,T ) + relw2v(a,T ) （3）

其中，Edd2v(a)为 a的文档嵌入表示，Ewd2v(v)为主题词 v

的文档嵌入表示，Eww2v(a)为 a 的词嵌入表示，Eww2v(v)
为主题词 v的词嵌入表示，|T| 为主题词的个数，cos为

余弦相似度。

第二阶段，利用CrowdFlower（https://www.crowd-

flower.com/）获得人工标注 [7]以及候选标签的四个特

征数据，训练基于多特征的回归模型 NETL，对候选

主题标签进行重排序。四种特征数据包括：（1）候选

标签和主题词间的字母三元组（letter trigram）重叠统

计 [3]；（2）令 a为结点，Wikipedia 中的超链接为边，构

建有向图，利用 PageRank 方法 [57]获得每个结点的权

重；（3）词的个数；（4）候选标签与 top-10主题词的重叠

个数[7]。

Bhatia等人的研究结果表明，利用神经网络获得

词嵌入和句嵌入，可以学习到单词和文本的语义表

示，从而更好地捕捉主题之间的语义关联和差异。

此外，神经网络通过上下文窗口或序列模型来捕捉

词语之间的关联，更好地理解主题在上下文中的含

义和语义，最终提高主题标记任务的准确性。

对层次主题，如果使用 NETL[25]直接进行主题标

记，且只有主题词作为输入，则生成的主题标签与子

主题缺乏联系，而且可能出现重复。针对该问题，

Kozono等人[29]提出一种NETL的改进模型，将子主题

获取的主题标签和相关的文档作为输入，根据 Mao

等人[46]的主题自动标记方法，利用主题间的兄弟及父

子关系，基于 doc2vec 和 word2vec 获得不同向量编

码，并计算候选标签成绩，选择排序后的 top-10 主题
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标签。同理，对上一级主题依次迭代求取每个父主

题的主题标签。该方法属于两阶段标记方法，首先

生成候选标签集，然后进行排序。问题在于，从现有

的内源性语料库或外源性的知识库中可能找不到合

适的概括性的短语标签，此时主题标记的结果与实

际相差可能会非常大。

为了获得与主题相关性更高、覆盖性更强的主

题标签，Alokaili等人 [33]提出一种基于 seq2seq模型的

主题标记方法，可生成当前语料库或知识库中不存

在的短语标签。该模型的编码器和解码器均采用循

环神经网络（recurrent neural network，RNN），将主题

词编码为 300 维的词嵌入输入到双向 GRU（gated re-

current unit）中，解码器生成一系列词嵌入，作为前馈

神经网络的输入，最终选择概率值最高的词作为主

题标签。由于产生候选主题标签使用生成式神经网

络，实时性可能会差一些，但生成的主题标签相关性

和概括性可能会更好。

相比 GRU、LSTM（long short-term memory）等传

统 RNN，Transformer 在并行计算、长期依赖建模、全

局信息获取、编码器-解码器结构、模块化和可扩展性

等方面具有明显的优势，因此在自然语言处理任务

中取得了显著的性能提升。为进一步提升自动主题

标记模型的效果，Popa等人[31]提出了一个基于 BART

（bidirectional and auto-regressive transformers）[48]的 NETL

的改进模型，该模型也采用了经典的两阶段主题标

签生成方法。第一阶段，构建了 NETL 标记器，生成

用于微调 BART 的数据集（标签候选子集）。为避免

过拟合，NETL labeler采用了 top-5 主题词，通过嵌入

相似度，并参考主题词概率分布增大在评分中的权

重。除此之外，还利用 N-gram 从语料库中抽取名词

性短语作为候选标签。第二阶段，利用 seq2seq 模型

构建了一个从主题到候选标签的一个一对多序列映

射，其中主题表示为由空格分隔的前 20 个主题词的

串联字符串。预训练模型 BART 在生成的数据集上

进行微调训练后，最终的预测模型 BART-TL 可以为

任意单个主题输出主题标签。

Popa等人构建的主题标记模型基于 BART，一种

大规模预训练语言模型，由 FAIR 团队于 2019 年推

出。BART基于Transformer架构，并使用海量的无标

注数据训练。大规模的预训练模型可以学习主题和

候选标签的文本表示，提取深层特征，优化标记过

程，增强泛化性，在不同的领域中都能获得较好的标

记结果。还能通过共享嵌入空间或联合学习多语言

表示来解决跨语言的主题标记问题。

3.5 讨论
在表 3 中，根据数据来源，主题标记所依赖的语

料库可分为内源性和外源性两种。前者仅限于语料

库自身，后者需要依靠外部扩展知识，或借助外部数

据以更广泛（或具象）的表现形式（例如图片）来描述

主题以及主题间的关系，以提高生成主题标签的准

确性和多样性[7,22-23,25,42,58]。

内源性主题标记方法[4, 38]基于自身语料库来抽取

或生成主题标签，在语义相关性上更接近原始语料

库。但该方法对语料库要求较高，只有规模足够大，

语料足够丰富时，生成的主题标签才能够反映主题

的本质。而那些规模较小、文本较短、表达欠规范语

料库，很难抽取出高质量的候选标签。但信息足够

丰富的大规模语料库，进行文本解析和抽取候选标

签所消耗的资源也十分可观。

外源性主题标记方法 [7,23-25]通常会利用外部知识

库中已有的先验知识来抽取和选择主题标签。外源

性语料库的内容更全面，范围更广阔，提供的方法或

服务更新颖，得到高质量主题标签的可能性也更高。

但也存在一定缺陷，例如：（1）外源性内容或服务通常

来自互联网，产生和消亡的速度都很快，例如 Google

Directory分类目录服务已在 2011年停止；（2）主题可

能不存在于外部源中；（3）其他一些不可控因素，对

依赖外源语料或服务的主题自动标记模型的稳定

性，可能会造成一定的影响。

当前主题标记的研究重点在于候选标签的生

成，以及标签排序算法的选择上。通常基于外源性

方法生成的主题标签概括性更好，但实现复杂度也

更高。如果主题在外部语料库中不存在，则标记工

作会比较困难，此时结合内源性语料生成候选标签

可能会是更好的选择。此外，基于稠密向量建模方

法的局限性在于主题标签生成的质量依赖于词向量

的质量，其质量又受到语料库的影响 [3]。因此，利用

外源性语料库中所蕴涵的更为丰富的语义表示和先

验知识，引入预训练语言模型，并基于其建构主题自

动标记模型可能是一个更好的选择。

4 基于摘要的主题标记方法
对于内涵较为丰富的主题，短语标签的表达能

力受限于其长度，通常无法对主题给予全面和充分

的描述。面对短语主题标签解释能力不足的问题，

基于摘要的方法对主题进行标记逐渐受到研究者的

重视，该类研究多采用抽取式摘要方法对主题进行

标记，表 4概述如下。
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4.1 基于词法特征
Basave 等人 [38]认为外源性的主题自动标记方法

并非总是适用的，这是因为主题词有时并不存在于

外部源中。因此提出一种内源性多文本摘要算法框

架[38]，利用四种不同方法评估所有候选句与主题的相

关性：（1）SB（sum basic），对给定主题，利用句子所包

含主题词的边缘分布概率均值评分；（2）混合词频逆

文档频率（Hybrid Tf-idf），选取对主题具有较高隶属

度文档中的句子，采用 Tf-idf均值进行评分；（3）最大

边界相关（maximal marginal relevance，MMR）[59]，在

计算句子与主题的相关性时，避免与已有句子产生

叠加冗余，以均衡评分；（4）根据句间相似度，利用

TextRank[60]对句子评分。

根据实验结果发现，基于词频的方法优于 SB、

TextRank 和 MMR。通常新闻事件很难在外源语料

中找到相关内容，因此只能依赖内源性语料生成主

题标签。Basave等人[38]提出的方法基于词法特征，关

注单个词汇的统计信息，无法利用词间的语义关系

和上下文信息，难以充分理解主题和候选标签的真

实含义，导致生成的摘要缺乏准确性和表达力。

使用多维特征可以从不同角度对文本进行建

模，包括语义、句法、结构、情感等。通过综合考虑不

同特征之间的关系和权衡，可以更好地理解文本的

含义、结构和上下文关系，从而生成更优质的摘要主

题标签。

Barawi等人 [39]认为，对情感主题建模，如果只基

于词法特征的相关性，将导致模型趋于选择信息量

有限的短句，难以捕捉有效的情感信息，无法生成适

合的情感类主题标签。Barawi提出一种对情感主题

进行自动标记的模型，建模过程中引入情感维度特

征的处理，选择与主题一致且情感耦合的句子构成

候选主题标签集；排序算法主要考虑了句子与主题

的相关性 Rel(s|tl,z)和句子对情感的覆盖度 Cov(s|tl,z)两
方面内容，候选标签成绩的计算公式定义如下：

L(s|tl, z) = α∙Rel(s|tl, z) + (1 - α)∙Cov(s|tl, z) （4）

其中，s为候选句，l为情感标签，z 为给定主题。实

验证明，该方法对情感主题进行自动标记优于其他

基线方法，属于一种通用方法，无任何特定的依赖关

系，可直接应用于任何情感多项式分布主题模型的

改进。

4.2 基于子模优化方法
摘要生成方式通常有生成式（Abstractive）和抽

取式（Extractive）两种。前者对生成文本的文法和语

法要求严格，实现较为困难；后者从原文档中抽取句

子组成摘要文本，实现简单且无生成文本的文法和

语法问题。因此现有研究大多采用抽取式方法生成

摘要主题标签 [4,37,61]，通常分为两个阶段：首先对语料

库中的句子进行评分，然后选择合适的句子生成摘

要（主题标签）[4,62]。通常来说，抽取式方法存在一个

算法的下界，由于在句子评分过程中未考虑生成摘

表 4 基于摘要的主题标记方法

Table 4 Topic labeling method based on summaries

作者

Basave等人[38]

Barawi等人[39]

Wan等人[4]

He等人[37]

Kozbagarov等人[41]

He等人[40]

方法

词法特征

词法特征

子模优化

图排序

EM方法

注意力

类型

无监督

无监督

无监督

无监督

无监督

有监督

描述

采用抽取式摘要方法，将所有句子作为候选句，通过平均主题分布概

率、平均 Tf-idf、最大边界相关和图排序四种方法度量句子与主题间

的相关性，并对句子评分

针对情感主题，选择与主题一致且情感耦合的句子构成主题标签，选

择句子时需要考虑两个标准间的平衡问题

基于子模优化（Submodular）的两阶段主题标记建模方法，使用三个

不同的单调子模函数表达句子的中心度，衡量句子与主题的相关性、

覆盖性和可区分性

主题标记过程分为三个阶段：候选句子识别，基于候选句整体中心性

排序（TLRank-C）和基于提高与抑制结点投票率策略的图排序算法

（TLRank-G），以实现冗余控制

采用 BERT对语料库的向量化，基于 MSSC 和 k-means获得指定主题

数量的聚类，应用 EM 算法获得模型参数，选择一个嵌入最接近给定

聚类质心的代表性句子作为主题标签

基于注意力机制的三层神经网络模型，利用成对注意力组件，从相反

方向对句间关系建模，有效抑制冗余，为分类器提供高质量关系编

码，生成高质量主题标签

特点

利用成熟摘要技术，不

依赖外源语料

可应用于其他情感主题

模型的改进

采用贪心算法，时间复

杂度高

全局最优解，时间复杂

度低

采用词嵌入聚类方法，

时间复杂度高

利用注意力机制对句间

关系编码，方法复杂

2870



计算机科学与探索

ww
w.c

eaj
.or
g

何东彬 等：主题模型自动标记方法研究综述

要时所产生的冗余，会导致句子排序的准确性被削

弱[63]。因此，如何抑制由于句子重叠所导致的冗余成

为抽取式摘要方法研究的难点和重点。

子模性在组合优化中具有重要作用，当目标函

数具有子模性时，组合优化问题通常能够在多项式

时间内得到最优或近似解[64]。Lin等人[65]首次将子模

函数应用于多文档自动摘要，并将其定义为预算约

束下的子模函数最大化问题。由于利用 MMR 构建

的目标函数仍然是子模且非单调，采用一种新的贪

心算法来优化目标函数[66]以保持单调不减，最终解决

摘要中出现冗余的问题。根据已有研究，Wan等人 [4]

利用预算约束下最大化具有子模性的评分函数，提

出一种子模优化（submodular）的两阶段主题自动标

记方法：

第一阶段，滤除大部分与主题相关性低的句子，

句子 s与主题 θ间的KL散度[4]计算如下所示：

KL(θ, s) = ∑
w ∈ SW⋃ TW

pθ(w) × log pθ(w)
tf (w, s)/len(s) （5）

根据 KL(θ, s)对句子集合排序，分别选取与每个

主题最相关的 top-500句子作为候选句集合 V 。

第二阶段，对每个主题 θ ，利用子模最大化方法

从V中寻找构成主题标签的真子集 E，该方法通常是

一个 NP-hard的问题，采用贪心算法 [65]获得近似最优

解[4]，公式如下：

E͂ = argmaxE⊆ V { f (E)} s.t. len(E) ≤ L （6）

E͂为主题摘要句子集合，len(E)为摘要集合E的长度，

L 为摘要的最大长度。 f (E)为 E 的综合质量评分函

数，由 REL(E)、COV (E) 和 DIS(E) 组成，分别对应 E

对给定主题 θ 的相关性、覆盖性和不同 E͂ 之间的可

区分性[4]，公式如下：

f (E) = REL(E) + COV (E) + DIS(E) （7）

实验结果表明，该方法有效抑制标记过程中的

冗余产生，生成的主题标签在相关性、覆盖性和可区

分性三个维度上获得较大提升。该子模函数优化模

型基于贪心算法实现，虽然对设计 NP-hard问题的有

效逼近算法有效，但对贪心算法进行优化较为困难，

通常计算代价较大，且得到的是近似最优解。

4.3 基于图排序方法
图排序是生成抽取式摘要的另一种较为重要的

方法，其特点是算法收敛速度快、易于得到全局最优

解[67]。其中 PageRank[68]是最具代表性的图排序算法，

基于图定义随机游走过程（一阶马尔可夫链），根据

转移矩阵随机访问各个结点进行投票，收敛到平稳

状态后，结点的最终得票率为其评分。

LexRank[69]和 TextRank[60]为 PageRank 的改进方

法，可直接用于生成主题标签，虽然句子评分可获得

全局最优解，但由于图排序过程中未考虑句间冗余

控制的问题，导致生成的主题标签效果不佳。

针对上述问题，He等人[37]对次模函数优化模型[4]

和图排序模型[60,69]进行研究，提出一种冗余感知的、基

于图排序的三阶段主题自动标记模型 TLRank[37]，标

记过程如图 4所示。

第一阶段，抽取候选句 [4]，为每个主题 θ 生成相

应的候选句集合 CSSet。
第二阶段，借鉴子模函数优化模型中的奖励函

数，从相关性、覆盖性和区分性三方面获得句子的综

合中心性评分，公式分别定义如下：

RelCen(s,θ) = exp(KLD(TPS(θ), s)-1)
len(s)a （8）

CovCen(s,θ) =
∑
w ∈ SW

pθ(w) × tf (w, s)
len(s)a （9）

DisCen(s,θ) =
∑
w ∈ SW

pθ(w) × tf (w, s)
∑
θ* ∈U
∑
w ∈ SW

pθ*(w) × tf (w, s)
（10）

为使用一个统一尺度来衡量句子的整体质量，

定义整体中心性（OverAllCen），公式如下：

图 4 TLRank主题标记过程

Fig.4 TLRank topic labeling process
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OverAllCeny = αRelCen(sy,θ) + βDisCen(sy,θ) +
(1 - α - β)CovCen(sy,θ) （11）

式中，OverAllCeny 为候选句 y的整体中心性，sy 代表

候选句 y，并有 α > 0，β > 0，α + β < 1。
第三阶段，根据句子的综合中心性评分和句间

相似度，提出一种抑制和扩张策略：通过构建一个正

定的转移矩阵实现马尔可夫过程，使模型在图排序

过程中能够感知冗余并改变投票比率，从而生成冗

余度更低、更具多样性的主题标签。过程概述如下：

以 CSSet中句子为结点构建有向完全图，图中结

点 y计算公式[57,60,68-69]如下：

p(y) = ∑
x ∈ In(y)

edgexy∑
z ∈Out(x)

edgexz
p(x) （12）

式中，edgexy 为 x指向 y的边。当 x的整体中心性值大

于 y时，edgexy 受到抑制，公式如下：

edgexy = edgexy
esimilarity_Jaccard(sx, sy) （13）

反之，扩张 edgexy 的值公式如下：

edge·y = edge·y r
æ

è
çç

ö

ø
÷÷Degreey ∑

x ∈ CSSets
Degreex

a

（14）

式中，Degreex 和 Degreey 为结点 x和结点 y的度值[69]，

edge·y 为任何指向结点 y 的边。扩张和抑制策略的

目标是改变结点的投票比率，加权重要结点并抑制

非重要结点。

实验结果表明，TLRank 与对照算法相比更优。

但图排序模型属于无监督学习，很难获取候选句的

深层特征，也无法捕捉词语、句子和文本之间的复杂

关系，不能准确地理解文本的语义信息，进行更复杂

和层次更深的句间关系建模，难以进一步提高生成

主题标签的多样性和有效抑制标签中的冗余。

4.4 基于神经网络方法
神经网络能够学习丰富的语义表示，通过隐层

的非线性变换和特征提取，可以捕捉词语、句子和文

本之间的复杂关系。这使得神经网络能够更好地理

解文本的语义信息，从而提高主题标记的准确性和

语义一致性。

Kozbagarov 等人 [41]认为，句子与单词不同，具有

完整的语法和语义结构且信息量更大，更适合用来

解释主题，因此未采用通用标准方法中的词法特征，

而是使用了预训练语言模型 BERT 对主题和语料库

文本进行向量化，并在此基础上进行自动主题标记，

整个过程分为六个步骤：（1）首先将语料库中的句子

依次输入 BERT 模型，获得的句嵌入为输出顶端 4个

隐层的均值；（2）如果数据规模较大，为了提高计算

效率，可从语料库中随机抽取一个子集；（3）根据主

题数 K 值，基于句子的嵌入表示，利用最小平方和聚

类（min- sum-of- square clustering，MSSC）和 k-means

等方法进行聚类；（4）根据前述步骤获得的所有句嵌

入和聚类质心，重新计算句子的概率分布值；（5）在

已获聚类的基础上，计算句子的聚类分布矩阵 Fn ×m ；

（6）最后应用EM（expectation maximization）算法完成

指定次数的迭代计算，获得模型参数的估计量，得到

句子的主题概率分布和主题在文本中的概率分布，

并选择一个嵌入最接近给定聚类质心的代表性句子

作为主题标签。

相比传统的词法特征方法，神经网络能够更准

确地获取主题和句子的含义和上下文，以提高主题

标记的精度。但主题标签使用单个句子也有不足，

因为单个句子受限于长度和结构，不能充分揭示主

题的意义和背景。一个主题往往涉及多个相关的概

念、事实或论点，需要更广泛的语境才能被准确地理

解和描述。因此，利用神经网络生成的长文本主题

标签，采用多个句子的摘要形式更为常见。

在生成抽取式摘要时，无监督学习很难获取候

选句的深层特征，进行更复杂和层次更深的句间关

系建模。因此，He 等人 [40]提出一种基于注意力机制

的三层神经网络主题标记模型 TLPA（topic labeling

model with a paired-attention），其结构如图 5所示。

图 5 TLPA三层神经网络结构示意图

Fig.5 TLPA three-layer neural network structure
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TLPA 模型底层“BERT 编码层”运行于句子级

别，将 N 个候选句 [s1, s2,…, sk, …, si, …, sN]动态编码

为前后文连续特征向量 [C1, C2,…, Ck, …, Ci, …, CN]；
相对于 BertSum[70]采用两层神经网络结构，为增进对

主题的理解，增加了一个“主题特征提取层”，运行于

句子级别，从 [C1, C2,…, Ck, …, Ci, …, CN]中抽取出深

层特征 [ f1, f2,…, fk, …, fi, …, fN]；主题标记层位于模

型顶层，运行于文档级别，采用成对注意力对句间关

系编码，模仿人类决策过程。最终通过线性分类器

选取适合的句子，生成主题标签。

以 Transformer 的正向（Positive）注意力编码为

例，公式定义如下：

PosAttTran = [TranEncoder(X),(1/KLD)(X)] （15）

其中，PosAttTran 为基于 Transformer 的正向注意力实

现。将候选句集视为输入文档D，则标记任务转化为

二分类优化问题，预测句子 si 是否属于主题标签的

概率值，公式如下所示：

Ŷi = σ(Weight(PosAtt(Xi)) -Weight(NegAtt(Xi)))（16）

其中，Ŷi 为文档D中的句子 si属于主题标签的概率预

测值，Xi 为 BERT 编码层输出的句嵌入或主题相关

特征，例如 PosAtt(Xi)为式（16）得到的正向注意力特

征，NegAtt(Xi)为负向注意力特征。

为准确而全面地评估 TLPA 主题标记模型的有

效性，选用公开数据集 SIGMOD 和 AP[4]。实验表明，

TLPA 生成的主题标签在与主题的相关性、覆盖性和

区分性上显著优于图排序及其他对比方法。虽然采

用基于成对注意力的句间关系编码器来模仿人类决

策过程，为分类器提供高质量的句间关系编码，有效

提升了模型的冗余控制水平和求解精度，但当前尚

不能通过单词级和句子级的语义表示来发现潜在语

义主题模式，并基于神经网络实现对文本深层特征

的提取，以克服传统主题模型的局限性。

4.5 讨论
文本摘要方法通常分为单文档和多文档两种不

同类型。由于发现主题结果来源于多个文档，借鉴

多文档摘要方式来对主题建模结果进行标记。此

外，文本摘要根据生成文本的过程又分为生成式和

抽取式两种。前者生成全新的摘要文本，多样性高、

冗余度小，但由于生成文本对文法和语法要求较为

严格，实现困难；后者使用原文档中抽取出的句子组

成摘要主题标签，实现简单，也无需担心生成文法和

语法问题。但是该方法缺点也很明显，抽取句子组

成的摘要通常存在句子重叠所导致的冗余。因此，

结合二者的优点，使用抽取式方法生成候选句集合，

并在此基础上采用生成式摘要方法生成主题标签可

能是一种更加可行的策略。

当前使用文本摘要对主题进行标记的研究主要

基于抽取式方法，标记任务通常分为三个过程：（1）从

语料库中抽取出句子；（2）提取句子特征并排序；（3）根

据排序结果选择合适的句子，以最小冗余代价生成

主题标签。也有研究为优化整体效果，将第二和第

三个过程合为一个整体[4,37]。

对于生成短语和摘要主题标签，一些研究采用

了图排序方法。这是因为其优势在于结合图的全局

信息来计算结点权重，充分利用句间关系，以抑制生

成主题摘要过程中出现的冗余。例如 TLRank[37]就是

通过控制转移矩阵对图中结点的投票率进行增强或

抑制，从而达到整体排序结果最优。但该方法中一

些超参数的设置源于经验，针对不同语料库还需人

工调整。因此，利用图排序进行主题标记的下一阶

段的研究重点应该放在增强模型的泛化性上，对图

排序过程中冗余控制的作用机理进行研究，实现模

型参数的自动学习。

为进一步抑制主题标签中的冗余，解决一词多

义和手工调参的问题，一种基于注意力机制的神经

网络模型TLPA[40]被用于主题标记。该模型采用动态

词嵌入解决了一词多义问题；利用 Transformer 编码

器提取深层特征，有效减少了噪声信息的干扰，并增

强了模型对主题的理解；采用基于成对注意力的句

间关系编码器来模仿人类决策过程，为分类器提供

高质量的句间关系编码，有效提升了模型的冗余控

制水平和求解精度。

5 基于图片的主题标记方法
图片主题标签在特定场景下，具有更加直观的

阐释能力，但不足以解释含义复杂的主题。Sorodoc

等人 [43]认为不同类型的主题选用不同的主题标记方

式可能是更好的选择。目前采用的方法大多是基于

对图片相关文本信息的解读，通过对图片进行评分

的方式来选择最相关的图片主题标签，方法总结如

表 5所示。

与基于文本的主题标记研究不同，Aletras等人首

次提出一种利用图像进行主题标记的三阶段方法[42]：

首先，使用 top-5主题词通过谷歌搜索英文维基百科，

并将 top-20 搜索结果作为候选图片集；其次，候选图

片具有搜索得到的元数据文本和利用尺度不变特征
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变换算法 [71-72]低阶图像关键特征算子抽取的视觉信

息两种模态形式；最后，将候选图片作为结点构建无

向图，并排序 [57]。实验证明，该方法通常可以找到适

合的图片标签，其中视觉信息起到重要的作用。

使用图片对主题进行标记，最难以逾越的语义

鸿沟，就是从图像的低层特征到高层语义间建立有

效的关联。由于图像本身是一种多语义对象，Nguyen

等人[44]在多示例多标记学习框架（multi-instance multi-

label learning，MIML）[73]的基础上，提出了一种多模

态、多示例和多标签的潜在狄利克雷分配模型（M3LDA），

实现对 LDA 主题的图片标记。模型由三部分组成：

可视标记、文本标记和标记主题。其中，可视标记和

文本标记的主要任务都是从视觉空间或文本空间到

主题标签空间的映射。而标记主题的目标在于发现

和维护主题标签之间的联系，即根据不同主题将高

度相关的主题标签分组，以形成图片、文本标记和主

题之间一对一的客观对应关系。

Aletras和Mittal[22]在其后续研究中提出一种利用

深度神经网络预测任意主题和图像间的关联程度方

法。主题 T 中包含 10个具有最高概率分布的主题词

T ={t1, t2, …, t10}，图片的可视化信息表示为 V ，C ={c1,
c2, …, cn}为对应的文本信息表示。使用词嵌入 [74]方

法计算 T 和 C中所有向量均值，分别表示为 x t 和 x c ；

同时将可视化信息 V 转换为稠密向量表示 x v ；使用

ImageNet数据集[75]，利用牛津大学和谷歌共同研发的

深度卷积神经网络（16 层 VGG-net）[76]进行训练。输

入 X =[x t||x c||x v]，输出为VGG-net所能提供最大的1 000

维分类输出向量。基于公开数据集（NYT & WIKI）[42]

上的实验结果证明该模型具有广泛的通用性，能准

确预测主题和图像间的相关系数，给出合理的图片

主题标签。

6 结论与展望

生成式概率主题模型近年来在文本分类、异常

检测、推荐系统、文本摘要、观点抽取、词义归纳、情

感分析和信息检索等领域 [2-3]得到广泛的应用。但主

题模型的发现结果通常由一组词汇的概率分布表示，

会对用户理解主题造成一定的困扰，也成为主题模

型进一步应用与发展的障碍，成为亟需解决的问题。

针对主题模型的自动标注问题，本文综述回顾

了现有研究所采用的不同主题标签形式（短语、摘

要、图片）和具体方法，从多个维度对标记方法的具

体实现和使用场景进行了分析、讨论。并认为主题

标记仍存在诸如准确性、扩展性、适用性和理解问

题：（1）在处理复杂文本时，容易受到语言表述、噪声

等因素的影响，需要进一步提高标记算法的准确性

和鲁棒性；（2）目前在处理大规模文本数据时很难保

证高效和实时，适用性有限，因此如何解决主题标记

算法的扩展性是研究重点之一；（3）不同语言、领域

的文本有不同的表达习惯、文化特征和主题偏好，需

要研究如何处理不同场景下的主题标记，提高标记

方法的普适性和场景适应性；（4）主题标记算法需要

更好地理解文本内容和上下文关系，抽取更深层次

的语义特征，以提高标记结果的语义表现和精度。

通过对现有研究的梳理、总结和分析，未来主题

标记的研究将聚焦于以下方面：

（1）基于深度学习的主题标记。随着深度学习

技术在 NLP 领域研究的不断深入，特别是三个里程

碑研究成果：词嵌入[77]的文本特征向量化、word2vec[78]

引入大规模预训练语言模型以及 Transformer[79]的并

行化处理的出现，使得很多 NLP 中较为困难的任务

获得了创新性的解决和突破，如阅读理解、情感分

析、推荐系统、信息检索、文本生成等。一些构建在

表 5 基于图片的主题标记方法

Table 5 Topic labeling method based on image

方法

Aletras等人[42]

Nguyen等人[44]

Aletras和Mittal[22]

学习

类型

无监督

无监督

有监督

技术

图排序

LDA扩

展模型

神经网络

数据

来源

外源

内源

内源

描述

通过检索维基百科，将得到的元数据作为候选图片集；视觉信息利用

低阶图像关键特征算子所抽取，最终基于图片的文本和视觉信息，利

用图排序算法进行排序

通过一个多模态、多示例和多标签的潜在狄利克雷分配模型

M3LDA，实现主题图片标记。模型由可视标记、文本标记和标记主

题三部分组成

将可视化信息转换为稠密向量表示，利用 16层的VGG-net进行训练，

训练好的模型可以预测任意一对主题和图像之间的关联程度

特点

结合文本和视觉信

息进行图排序

自动生成图片、文

本标记和主题间的

对应关系

具有通用性，可给

出适合的图片标签
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预训练模型上的系统在很多下游任务中已经超越了

人类的表现。因此，利用深度学习技术进行主题标

记有着广阔的市场潜力和应用场景。特别是在相关

性排序过程中对冗余的控制[61]，例如利用注意力机制

对候选句与主题间的相关性，以及候选句与摘要主

题标签冗余度联合建模[40]。此外，基于庞大的外源性

语料库的预训练语言模型应用于主题标记，以及多

种深度学习方法的融合，应该是未来突破的重点和

方向。基于上下文的语义理解 [30,36]，能更加准确地对

相关性和冗余性建模，从而得到与主题更加相关、覆

盖性更好、区分性更强和更具解释性的主题标签。

（2）主题标记与情感分析技术的结合。主题标

记和情感分析技术相互结合，可获得更准确的文本

处理结果，例如可以分析用户对某个主题的情感倾

向或从文本中提取情感总结等。Barawi等人 [39]首先

提出一个与主题一致且情感耦合的摘要标记模型，

对情感主题的解释和理解更加有效，可扩展用于从

文字语料中提取基于情感分析的不同观点总结。

Shahriar等人[36]提出一个基于情感术语和方面术语的

单字特征增强分类效果的数据驱动挖掘框架，通过

LDA模型输出主题聚类标签，用以揭示与 COVID-19

大流行相关的各种问题。作者认为结合深度学习技

术用于从海量的社交媒体语料中提取情感主题，并

生成重要的主题标签，可有效应对社交媒体语料快

速增长所导致的数据过载问题。

（3）主题标记应用场景的拓展。在未来，主题标

记技术将应用于更多的场景，如智能客服、智能设备

等。互联网+时代，对主题发现结果进行自动标记，

通常可以用于分类和提取用户描述问题的主题，帮

助虚拟助手或人工客服快速了解文本的主要内容和

关键特征，将用户问题和数据库中已有的问题进行

自动匹配，为用户提供更为精准的帮助，并及时响

应。例如，随着消费者对金融服务投诉数量的快速

攀升，CFPB（consumer financial protection bureau）[80]

意识到由人类专家对这些意见进行人工审查是不可

行的，因此构建了一个基于潜在狄利克雷分配的智

能分析模型来对投诉意见进行智能分析。通过用户

调研和在线调查发现，对客户负面情绪的安抚是提

升客户服务的一个非常重要的关键因素 [81]。综上可

知，主题标记在智能客服中的应用，能够为用户提供

更高效便捷的服务，也能为企业提供更精准的数据

支持，对于提升客户满意度和企业的服务质量都具

有非常重要的意义。
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