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摘 要：随着大数据时代的到来，数据样本量越来越多，维度越来越高，同时样本标签存在复杂的层次结构关

系。采用包含策略，研究了基于依赖度的分层分类增量特征选择，解决了标签具有树结构且标签分布在任意

节点的分层分类问题。首先，利用标签之间的层次结构，采用包含策略来缩小负样本空间。其次，使用模糊粗

糙集理论，提出了一个基于包含策略的模糊粗糙集模型，设计了一个基于包含策略的依赖度计算算法和一个

非增量特征选择算法。基于此，引入增量机制，提出了基于包含策略的依赖度增量更新方法，设计了两个基于

两种策略的增量特征选择算法。最后，将此方法与基于兄弟策略的依赖度进行对比，通过实验验证了所提方

法的可行性与高效性。
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Abstract: In the big data era, the sample size is becoming increasingly large, the data dimensionality is also

becoming extremely high, moreover, there exists hierarchical structure between different class labels. This paper

investigates incremental feature selection for hierarchical classification based on the dependency degree of inclusive

strategy and solves the hierarchical classification problem where labels are distributed at arbitrary nodes in tree

structure. Firstly, the inclusive strategy is used to reduce the negative sample space by exploiting the hierarchical

label structure. Secondly, a new fuzzy rough set model is introduced based on inclusive strategy, and a dependency

calculation algorithm based on the inclusive strategy and a non- incremental feature selection algorithm are also

proposed. Then, the dependency degree based on the inclusive strategy is proposed by adopting the incremental

mechanism. Based on these, two incremental feature selection frameworks based on two strategies are designed.

Lastly, a comparative study with the method based on the sibling strategy is performed. The feasibility and efficiency of

the proposed algorithms are verified by numerical experiments.
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在大数据时代，数据标签类型和数量急剧增加，

标签之间往往具有某种特殊的关系，其中层次结构[1-3]

最具有代表性，包括树结构和图结构。标签具有层

次结构的分类问题是当今的研究热点。用层次结构

进行大规模分类学习有很大的优势，对于超多类问

题，可以利用层次结构将超多类问题分解为多个子

类学习任务，能有效提高建模的效率。

基于粒计算思想的分层分类建模是一种符合人

脑认知规律的数据建模方法。Bellmund 等人 [4]在

Science上发表的论文认为人脑认知和思维过程依靠

多粒度的知识层次结构完成。Aronov等人[5]在Nature

上发表的论文认为人脑的思考和认知过程所形成的

知识呈现出一种低维的几何结构。文献[6]给出了一

种在样本标记粒度不够细化的情况下利用层次信息

进行建模的方法。文献[7]给出了一种能同时体现共

有特征与固有特征的分层特征选择方法。在实际应

用中，用户需求的多层次/多粒度也决定了挖掘任务

的多层次/多粒度特征。而粒计算是模拟人类思考和

解决大规模复杂问题的自然模式[8-10]。模糊粗糙集是

粒计算中的一个重要模型，因此利用模糊粗糙集对

具有层次结构的数据进行粒化处理可以更充分地学

习数据中蕴含的信息。

目前，模糊粗糙集[11-12]在处理平面分类（与分层分

类相对应）问题中已有许多应用。许多学者将模糊

粗糙集理论应用到特征选择（也称为属性约简）中，

采用依赖度 [13-14]、条件熵 [15-16]、辨识矩阵 [17]和相对辨识

关系 [18-19]等作为特征选择的评价指标。基于依赖函

数的启发式算法 [11]是模糊决策系统求约简的先驱工

作。之后 Bhatt 等人 [20]定义了一个紧凑域来降低文

献[11]的时间复杂度。Hu 等人 [21]提出了基于信息熵

的模糊粗糙集的特征选择算法。为了找到合适的约

简，Tsang 等人 [22]引入了基于辨识矩阵的方法来处理

模糊粗糙集。Chen等人 [18]提出了样本对选择方法来

搜索可识别矩阵中的所有最小元素，只使用所有的

最小元素来寻找模糊决策系统的约简。Wang等人[14]

提出了一种基于模糊粗糙集的特征选择拟合模型，

以更好地反映所选择特征子集的分类能力。

模糊粗糙集理论于 2019年首次被应用到分层分

类特征选择的研究中[23]，文中利用类别之间的层次结

构，用排他策略、包含策略和兄弟策略来缩小负样本

空间，从而减少求解下近似的计算量，提出基于兄弟

策略的依赖度计算算法和特征选择算法。排他策略

与平面的分类相同，即如果 A 是正样本，A 以外的其

他样本是负样本，在该策略下的负样本搜索空间非

常大，因此使用合理的策略非常重要，目前大多关注

的是兄弟策略，该策略只把A的兄弟节点中样本看作

负样本，这种策略考虑的是同层次的横向关系，忽略

了不同层次之间样本的关系。包含策略比兄弟策略

更复杂，不仅考虑同层的横向关系，也考虑上下层之

间的父子关系。然而，已有的研究工作大多关注的

是兄弟策略，相比而言包含策略考虑的层次范围更

广，可以更好地弥补兄弟策略未能考虑上下层关系

的缺点，这也是本文使用包含策略的一个研究动机。

此外，已有的分层分类的特征选择研究大多利

用标签的层次关系构建正则项、最小化损失函数和

正则项，基于此建立优化模型 [24-27]。然而，上述的方

法都是针对静态数据集。现实场景中数据是不断动

态增加的，相应地，一些基于动态数据信息的增量学

习方法 [28-32]被提出。然而，这些方法大多局限于平面

分类中，分层分类中涉及的较少。Fan等人 [33]介绍了

一种基于多核模糊粗糙集的增量层次分类方法，但

它们更侧重于目标概念的粗糙近似的更新，而不是

特征选择。Luo 等人 [34]提出了一种迭代的增量粗糙

集方法。而在分层分类下考虑使用包含策略的模糊

粗糙集的增量研究也非常必要。

综上，本文研究的动机如下：（1）在分层分类问

题中，考虑模糊粗糙集的增量可以更好地模拟现实

数据。（2）已有的研究大多针对的是数据标签只分布

在叶子节点，现实世界中标签具有任意性，研究标签

分布在任意节点更具有现实意义。（3）包含策略能够

更好地学习标签之间的层次信息，更适合应用标签

分布在任意节点的场景中。

因此，将针对标签具有树结构，且标签分布在叶

子节点和内部节点情形的动态数据集，将包含策略

应用到模糊粗糙集模型中，基于此研究分层分类的

增量特征选择算法。基于文献[23]提出一个基于包

含策略的模糊粗糙集模型，设计一个非增量特征选

择算法，并引入增量机制，即当有新样本加入时，研

究下近似、正域和依赖度的增量更新策略。由此，本

文设计一个增量特征选择算法，并提出基于两种不

同策略的增量特征选择框架。最后，通过数值实验

验证所提算法是有效的。

本文主要贡献如下：

（1）提出基于包含策略的模糊粗糙集模型，并设

计基于该模型的非增量特征选择算法；

（2）在该模型中引入增量机制，提出增量更新方
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法，以及基于包含策略的依赖度更新算法和增量特

征选择算法，两个版本的增量特征选择框架；

（3）研究动态数据集，且标签分布在内部节点和

叶子节点，使得所提算法适用范围更广。

1 预备知识
本文所使用的符号含义如表 1所示。

在模糊决策表 U,C,D 中，U 是非空对象集，C

是非空实值型条件属性集，D 是非空符号型决策属

性集。本文只考虑 D 中只有一个决策属性，也就是

单标签问题。令 B⊆ C ，如果二元关系 RB 满足以下

条件：∀x,y, z ∈ U ，（1）自反性 RB(x,x)= 1；（2）对称性

RB(x,y)=RB(y,x) ；（3）T -传递性 T (RB(x,y), RB(y, z)) ≤
RB(x, z)，那么 RB 为模糊 T -相似关系[35]，其中，T 为三

角模[21]。

使用高斯函数[36]来计算模糊T -相似关系：

RB(x,y) = expæ
è
çç

ö

ø
÷÷- (DB(x,y))2

2σ2
其中，σ 为参数，DB(x,y) = ∑

a ∈ B
(a(x) - a(y))2 为 x 与 y

之间的距离，a(x)为 x在属性 a下的值。

序对 (D tree, ≺ ) [23]用来描述决策类的层次结构，

D tree ={d0,d1,⋯,dl}，其中 d0 为根节点，不是真实的类，

l 是类的个数。“ ≺ ”代表“子类”关系且满足以下条

件 ：（1）反 对 称 性 ∀di,dj ∈ D tree，如 果 di ≺ dj，那 么

dj ⊀ di；（2）反 自 反 性 ∀di ∈ D tree，di ⊀ di；（3）传 递 性

∀di,dj ,dk ∈ D tree ，如果 di ≺ dj ，dj ≺ dk ，那么 di ≺ dk 。
为了便于分析，重新叙述包含策略[23]的定义。称

des(di) ∪{di} 为 di 的包含节点，记为 inc(di) ；称 inc(di)
中的样本为 di 的包含正样本，记为 X di

inc ={x:x ∈ d,d ∈
(des(di) ∪{di})} ；称 D tree(des(di) ∪{di}) 为 di 的包含负节

点，记为
----inc(di)；称 ----inc(di)中的样本为 di 的包含负样

本，记为
-X
di
inc ={x:x ∈ d,d ∈ D tree \(des(di) ∪{di})}。显然，

X di
inc ∪ -Xdiinc = U 。

例 1 图 1是一个 D tree 的示例，D tree ={d0,d1,⋯,d6}，
其中 d0 是树结构的根节点，不是真实的标签，不参与

求子孙节点和包含节点的运算。以 d1 为例，d1 的子

孙节点为 des(d1) ={d3,d4}，d1 的包含节点 inc(d1) ={d1,
d3,d4}，d1的包含负节点

----inc(d1)={d2,d5,d6}。

当模糊决策表具有层次结构时，称其为分层决

策表，记作 U,C,D tree 。在分层决策表 U,C,D tree 中，

RB 是由 B⊆ C 导出的模糊 T -相似关系。 U 被决策

属性划分为 {d1,d2,⋯,dl}，l 为类的个数。基于包含

策略的上下近似算子[23]被定义为：∀x ∈ U
- -- ---
RUB inc di(x)= supy ∈ X di

inc

RB(x,y)
- -- ---
RUB inc di(x)= infy ∈ -Xdiinc(1 - RB(x,y))

2 基于包含策略的非增量特征选择
本章先研究基于包含策略的模糊粗糙集模型，

基于此，设计非增量依赖度计算算法和非增量特征

选择算法。

2.1 基于包含策略的模糊粗糙集模型
在分层分类问题中，负样本只是选取了 U 中除

di 其余样本的一部分，因此当 x ∉ di 时，不一定满足

- -- ---
RUB inc di(x)= 0。为了下近似具有更好的性质，将文献

[23]中基于包含策略的下近似修正如下。

定义 1 在分层决策表 U,C,D tree 中，RB 是由

B⊆ C 导出的模糊 T -相似关系，di 的下近似可以定

义为：

- -- ---
RUB inc di( )x = ìí

î

inf
y ∈ -Xdiinc(1 - RB(x,y))，x ∈ di

0, x ∉ di

表 1 符号描述

Table 1 Symbol description

符号

RB

D tree

des(di)
inc(di)
X

di
inc

----inc(di)
-X

di
inc

Δ-Xdi′
inc

D2
B

rem

red

DU
inc

含义

由 B导出的模糊 T -相似关系

关于 D的树结构

di 的子孙节点

di 的包含节点

di 的包含正样本

di 的包含负节点

di 的包含负样本
-X

di
inc 中新加入的样本

关于属性子集 B的距离平方矩阵

剩余属性

属性约简

U 中下近似可能会发生变化的节点

图 1 标签的树结构示例

Fig.1 Example of tree structure for labels
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定义 2 在分层决策表 U,C,D tree 中，RB 是由

B⊆ C导出的模糊 T -相似关系，关于属性集 B的正域

可以定义为：

POSUB inc(D tree) = ∪
i = 1

l

- -- ---
RUB incdi

通过定义 2可以得出以下结论。

定理 1 在分层决策表 U,C,D tree 中，RB 是一个

由 B⊆ C导出的模糊 T -相似关系，则 POSUB inc(D tree)(x) =
- -- ---
RUB incdi(x), x ∈ di 。

证明 由定义 2可得，POSUB inc(D tree)(x) = (∪
i = 1

l

- -- ---
RUB incdi)(x) =

supl
i = 1 - -- ---
RUB incdi(x)，由定义 1 可得当 x ∉ di 时，

-
RUBS incdi(x)= 0，

故 supl
i = 1 - -- ---
RUB incdi (x) = - -- ---

RUB incdi(x), x ∈ di 。
定义 3 在分层决策表 U,C,D tree 中，关于属性集

B的依赖度可以定义为：

γUB inc(D tree) = |POSUB inc(D tree)|
|U|

性质 1 在分层决策表 U,C,D tree 中，有：

γUB inc(D tree) ≤ γUC inc(D tree)
证明 因为 B⊆ C，所以 ∀x,y ∈ U，那么，RB(x,y) =

expæ
è
çç

ö

ø
÷÷- DB(x,y)2

2σ2 ≥ RC(x,y) = expæ
è
çç

ö

ø
÷÷- DC(x,y)22σ2 。因此，

- -- ---
RUB inc di(x)≤ - -- ---

RUC inc di(x)。由 定 义 2 可 得 POSUB incdi(x) ≤
POSUC incdi(x)，再由定义 3可得出上述结论。

由性质 1 可知依赖度关于属性集的变化是单调

的，这是依赖度可以作为特征选择的评价指标的依

据。下面基于定义 3 提出一个适用于分层分类的属

性约简定义。

定义 4 对于分层决策表 U,C,D tree ，B⊆ C ，如

果 B 满足条件：（1）γUC inc(D tree)-γUB inc(D tree)≤ ε ；（2）对

∀a ∈ B，γUC inc(D tree)-γUB - { }a inc(D tree)> ε，则称 B为一个属

性约简。其中，ε为参数且 ε ∈ [0,1]。
在定义 4 中 ε 用来衡量 γUC inc(D tree) 和 γUB inc(D tree)

的接近程度。第一个条件使 γUC inc(D tree)和 γUB inc(D tree)
的差值在 [0,ε] 之间，第二个条件使 γUC inc(D tree) 和
γUB -{a}inc(D tree)的差值在 [ε,1]。
2.2 算法

基于包含策略的依赖度的定义，本文提出非增

量依赖度计算算法和非增量特征选择算法。

记 RB(x,y) 中的 (DB(x,y))2 为 D2B(x,y) 。称 D2
B =

(D2B(x,y))|U| × |U| 为距离平方矩阵。将 γUC inc(D tree)简记为

γUC (D tree)。
算法 1 基于包含策略的非增量依赖度计算算法

（Inc-NIDC）

输入：分层决策表 U,C,D tree ，属性集 B，包含负样本
-X

di
inc(∀di ∈ U/D tree)和 U 的划分 U/D tree 。

输出：依赖度 γUB(D tree)。
1. 初始化下近似

- -- ---
RUB inc = 2，sum = 0

2. For di ∈ U/D tree do

3. For x ∈ di do

4. For y ∈ -Xdi
inc do

5. 计算距离平方 D2
B(x,y)，并存入距离平方矩阵 D2

B

6. 计算 1 - RB(x,y)
7. If 1 - RB(x,y) < - -- ---

RUB inc then

8.
- -- ---
RUB inc = 1 - RB(x,y)

9. End if

10. End for

11. sum = sum +
- -- ---
RUB inc

12. End for

13. End for

14. γUB(D tree) = sum|U|

15. Return γUB(D tree)
算法 1 是基于包含策略的非增量依赖度计算算

法。第 1步初始化 RUB inc 为大于 1的数，第 5步计算距

离平方矩阵，时间复杂度为 O(|C|)；第 4~10 步是计算

- -- ---
RUB inc di(x)，由于第 2 步和第 3 步是个双循环，第 4~10

步被计算了 |d1| + |d2| +⋯ + |dl| = |U| 次，因此第 2~13步

的时间复杂度为 O(|C||U|2)；第 14步是计算关于B的依

赖度。综上，算法 1的时间复杂度为 O(|C||U|2)。
算法 2 基于包含策略的非增量特征选择算法

（Inc-NIFS）

输入：分层决策表 U,C,D tree 。

输出：属性约简 red。

1. 初始化 B =∅ ，rem = C，γUB(D tree) = 0
2. 计算 U/D tree ={d1,d2,⋯,dl}
3. 寻找每个 di ∈ U/D tree 的包含负节点

----inc(di)和包含负

样本
-X

di
inc

4. 通过 Inc-NIDC计算 γUC (D tree)
5. While γUC (D tree) - γUB(D tree) > ε do

6. For a0 ∈ rem do

7. 通过 Inc-NIDC计算 γUB ∪{a0}(D tree)
8. End for
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9. 找出一个属性 a = arg(maxa0 ∈ rem γUB ∪{a0}(D tree))
10. rem = rem -{a}
11. B = B ∪{a}
12. End while

13. 令 Q = B
14. For a ∈ Q do

15. 通过 Inc-NIDC计算 γUB -{a}(D tree)
16. If γUC (D tree) - γUB -{a}(D tree) ≤ ε then

17. B = B -{a}
18. End if

19. End for

20. Return red = B
算法 2 是基于包含策略的非增量特征选择算

法。“ rem”表示剩余属性，“ red ”表示属性约简。第 2

步是求 U 的划分，时间复杂度为 O(l|U|)。第 3步计算

每个 di ∈ U/D tree 的包含负节点和包含负样本，时间复

杂度为 O(l2)。第 4步通过 Inc-NIDC计算 γUC (D tree)，时
间复杂度为 O(|C||U|2)。第 5~12步通过 Inc-NIDC计算

依赖度，采用启发式思想添加属性，时间复杂度为

O(|C|3|U|2)。第 13~19 步删除 B 中的冗余属性直到满

足定义 4 中的第二个条件为止，时间复杂度为

O(|C|2|U|2)。综上，算法 2的时间复杂度为 O(|C|3|U|2)。

3 基于包含策略的增量特征选择

本章首先研究基于包含策略的模糊粗糙集的增

量更新方法，然后基于此研究其增量算法，并基于两

种特征选择策略提出两个版本的增量特征框架。

3.1 基于包含策略的模糊粗糙集的增量更新

方法

本节首先研究当分层决策表加入一些新样本

时，下近似的增量更新方法，进而探究正域以及依赖

度的更新方法。

3.1.1 下近似的增量更新

令 U,C,D tree 为原分层决策表，其中 U 被决策属

性划分为 {d1,d2,⋯,dl}，l为决策类个数。 ΔU 为新加

入样本集，ΔU 被决策属性划分为 {Δd1,Δd2,⋯,Δdk}，k
为新加入样本的决策类个数。加入样本后的分层决

策表记为 U′,C,D tree ，其中 U′被决策属性划分为

{d1′,d2′,⋯,dl′}。∀i ∈{1,2,⋯,k}，di′ = di ∪ Δdi；∀i ∈{k + 1,
k + 2,⋯, l}，di′ = di ；∀i ≠ j ∈{1,2,⋯, l }，di ∩ dj =∅ ，

di′ ∩ dj′ = ∅ 。

将样本分为 x ∈ U 和 x ∈ ΔU 两种情况来研究下

近似的变化。

（1）情况 1：x ∈ U 。

首先寻找 U 中的下近似可能发生变化的节点。

当使用包含策略时，下近似可能发生改变的节点与

新加入样本所属的节点有关（这里的节点也是决策

表中的类）。从定义 1 中，可以看到 y 的范围影响下

近似的变化。现假设新加入样本在同一个类 dt 中，

如果 di(x ∈ di)的包含负样本中含有 dt 的样本，即 dt ∈
D tree \(des(di) ∪{di})，则 di 的下近似可能改变。由于这

些节点关系较复杂，将问题转化为寻找下近似不受加

入样本影响的节点。当 dt ∈ des(di) ∪{di}时，di 的下近

似不会改变。等价于存在新加入样本的类为 dt ，在

anc(dt) ∪{dt}中的节点下近似不会发生改变。也就是

D tree \(anc(dt) ∪{dt} )中节点的下近似可能会发生变

化。将所有下近似可能发生变化的节点集合记为

DUinc。D
U
inc = ∪

t = 1

k (D tree \(anc(dt) ∪{dt})) = D tree \∩
t = 1

k (anc(dt) ∪{dt})。
DUinc 中样本之外的其他样本在所属类的下近似中的

隶属度一定不会发生变化。

（2）情况 2：x ∈ ΔU 。

ΔU 是新加入的样本，在原分层决策表中没有计

算过 x在所属类的下近似中的隶属度，因此需要额外

的计算。

下面通过例 2 展示直观判断与使用情况 1 的计

算方法求下近似可能会发生变化的节点。

例 2 表 2为原分层决策表，将表3中的样本加入表

2，原标签树结构的变化如图 2所示。由于 y ∈ ----inc(di)，
表 2 原分层决策表的示例数据

Table 2 Example data of original hierarchical

decision table

U

x1
x2
x3
x4
x5
x6
x7
x8
x9
x10
x11
x12

C

0

0.12

0.19

0.37

0.45

0.49

0.31

0.62

0.35

0.81

0.89

0.92

D

d1
d1
d2
d2
d3
d3
d4
d4
d5
d5
d6
d6
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而下近似的变化只与 y有关，只判断加入样本后每个

节点的包含负节点是否有新加入样本。

（1）基于包含策略的下近似的定义来直观判断

下近似可能发生变化的节点。由于 D tree 中 d0 不是真

实的类，故不参与运算。
----inc(d1) ={d2,d3,d4,d5,d6} ，

----inc(d2) = (d4,d5,d6) ，----inc(d3) = (d1,d2,d4,d5,d6) ，----inc(d4) =
(d1,d2,d3,d5,d6)，----inc(d5) = (d1,d2,d3)，----inc(d6) = (d1,d2,d3,d4,d5)，
由表 2可知，只有 d1 、d2 和 d3 有新样本加入。因此，
----inc(di)中只要包含 d1 、d2 和 d3 其中任何一个，di 的

下近似都可能会发生变化。因此，下近似可能会发

生变化的节点为 {d1,d3,d4,d5,d6}。
（2）通过 DUinc 的计算方法判断下近似可能发生变

化的节点。 anc(d1) ∪{d1} ={d1,d2}，anc(d2) ∪{d2} ={d2}，
anc(d3) ∪{d3} ={d2,d3}，则 ∩

t = 1

k (anc(dt) ∪{dt}) ={d2}。因此，

DUinc = D tree \∩
t = 1

k (anc(dt) ∪{dt}) ={d1,d3,d4,d5,d6}。
使用 DUinc 的计算所得结果与基于包含策略的下

近似定义的计算结果一致。通过例 2 可以进一步验

证 DUinc 理论分析是正确的，DUinc 的计算更易于设计算

法实现。由情况 1和情况 2可以得到以下定理。

定理 2 对于原分层决策表 U,C,D tree 和新分层

决策表 U′,C,D tree ，U′= U ∪ ΔU ，RB 是由 B⊆ C 导

出的模糊 T -相似关系，则：

- -- ---
RU′B inc di′(x) =min {- -- ---

RUB inc di(x),infy ∈ Δ-Xdi′inc(1 - RB(x,y))}，
x ∈ di ∈ DUinc
其中，Δ-Xdi′inc ={x:x ∈ -Xdi′inc ∩ ΔU}。

定理 3 对于原分层决策表 U,C,D tree 和新的分

层决策表 U′,C,D tree ，U′= U ∪ ΔU ，RB 是由 B⊆ C导

出的模糊 T-相似关系，则：

- -- ---
RU′B inc di′(x) = infy ∈ -Xdi′inc(1 - RB(x,y))，x ∈ Δdi ，x ∈ ΔU

3.1.2 正域的增量更新

由前面分析可知，加入样本后 DUinc 中节点的样本

的下近似值可能变化，把下近似的隶属度值一定会变

化的样本放入集合 S中，即 S ={x: inf
y ∈ Δ-Xdi′inc(1 - RB(x,y)) <

- -- ---
RUB inc di(x), x ∈ DUinc}。则 U\S中的样本下近似值一定不

会变化，可得到以下定理。

定理 4 对于原分层决策表 U,C,D tree 和新分层

决策表 U′,C,D tree ，U′= U ∪ ΔU ，RB 是由 B⊆ C 导

出的模糊 T -相似关系，则：

POSU′B inc(D tree)(x)=
ì

í

î

ïï

ïï

inf
y ∈ Δ-Xdi′inc(1 - RB(x,y)), x ∈ S

- -- ---
RUB inc di(x), x ∈ U\S

- -- ---
RU′B inc di′(x), x ∈ ΔU

3.1.3 依赖度的增量更新

通过定理 3 和定义 3 可得到以下依赖度的增量

更新定理。

定理 5 对于原分层决策表 U,C,D tree 和新分层

决策表 U′,C,D tree ，U′= U ∪ ΔU ，RB 是一个由 B⊆ C
导出的模糊 T -相似关系，则：

γU′B inc(D tree) = (∑x ∈ SPOS
U′
B inc(D tree)(x) +

∑x ∈U\S
POSUB inc(D tree)(x) +

∑x ∈ ΔU POS
U′
B inc(D tree)(x))/|U′|

3.2 算法
基于模糊粗糙集的增量更新方法，设计一个基

于包含策略的依赖度更新算法、增量特征选择算法

和两个版本的增量特征选择框架。

算法 3 基于包含策略的依赖度更新算法（Inc-

IDU）

输入：分层决策表 U,C,D tree ，新进样本 ΔU ，正域

POSUB inc(D tree)，属性约简 B，距离平方矩阵 D2
B ，D

U
inc 和 ΔU 的

划分 ΔU/D tree 。

输出：依赖度 γU′B (D tree)。
1. 初 始 化 S =∅ ，sum1 = 0 ，sum2 = 0 ，sum3 = 0 ，

RΔinc =0，U′= U ∪ ΔU

表 3 添加样本的示例数据

Table 3 Example data of incoming samples

ΔU
x13
x14
x15
x16
x17
x18

C

0.15

0.20

0.31

0.35

0.50

0.52

D

d1

d1

d2

d2

d3

d3

图 2 添加样本时树结构变化

Fig.2 Change of tree structure while incoming samples
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2. For di ∈ DU
inc do

3. For x ∈ di do

4. 计算 D2
B(x,y)，y ∈ Δ-Xdi′

inc ，并存入 D2
B 中，计算 RΔinc =

inf
y ∈ Δ-Xdi′inc

(1 - RB(x,y))
5. If RΔinc < POSUB inc(D tree)(x) then

6. POSU′B inc(D tree)(x) = RΔinc
7. sum1 = sum1 + POSU′B inc(D tree)(x)
8. End if

9. End for

10. End for

11. For x ∈ U\S do

12. sum2 = sum2 + POSUB inc(D tree)(x)；
13. End for

14. For Δdi ∈ ΔU/D tree do

15. For x ∈ Δdi do

16. 计 算 D2
B(x,y) ，y ∈ -Xdi′

inc ，并 存 入 D2
B 中 ，计 算

POSU′B inc(D tree)(x) = inf
y ∈ -Xdi′inc

(1 - RB(x,y))
17. sum3 = sum3 + POSU′B inc(D tree)(x)
18. End for

19. End for

20. Return γU′B (D tree) = sum1 + sum2 + sum3|U′|
算法 3 是基于包含策略的依赖度更新算法。第

2~10 步是增量更新 S 中样本正域的隶属度，对这部

分样本的正域隶属度进行求和，时间复杂度为

O(|DUinc||di||Δ-Xdi′inc||C|)；第 11~13步是计算 U - S中样本的

正域隶属度之和，时间复杂度为 O(|U - S|)；第 14~19

步是计算 ΔU 中样本的正域隶属度之和，时间复杂度

为 O(|ΔU||
-X
di′
inc||C|) 。综上，算法 3 的时间复杂度为

max {O(|DUinc||di||Δ-Xdi′inc||C|),O(|ΔU||
-X
di′
inc||C|)}。

算法 4 基于包含策略的增量特征选择算法（Inc-

IFS）

输入：分层决策表 U,C,D tree ，新进样本 ΔU ，原属性

约简 B，正域 POSUB inc(D tree)，距离平方矩阵 D2
B 。

输出：新的属性约简 B。

1. 初始化 rem = C - B，U′= U ∪ΔU
2. 计算 ΔU/D tree ={Δd1,Δd2,⋯,Δdk}
3. 计算 DU

inc = D tree \∩
t = 1

k ((anc(dt) ∪{dt}))
4. 寻找每个 di ∈ DU

inc 的新增加的包含负样本 Δ-Xdi′
inc

5. 通过 di′ = di ∪Δdi 计算 U′/D tree
6. 通过 Inc-IDU计算 γU′B (D tree)和 γU′C (D tree)
7. While γU′C (D tree) - γU′B (D tree) > ε do //添加属性策略（第

7~15步）

8. For a0 ∈ rem do

9. 用 D2
B ∪{a0}(x,y) = D2

B(x,y) + D2
a0(x,y) 去 替 换 Inc-

NIDC的第 5步，记为“Inc-NIDC +”

10. 通过“Inc-NIDC +”来计算 γU′B ∪{a0}(D tree)
11. End for

12. 找出一个属性 a = arg(max γU′B ∪{a0}(D tree))
13. rem = rem -{a}
14. B = B ∪{a}
15. End while

16. 令 Q = B //删除冗余属性策略（第 16~23步）

17. For a ∈ Q do

18. 用 D2
B -{a}(x,y) = D2

B(x,y) - D2
a(x,y)去替换 Inc-NIDC

的第 5步，记为“Inc-NIDC -”

19. 通过“Inc-NIDC -”来计算 γU′B -{a}(D tree)
20. If γU′C (D tree) - γU′B -{a}(D tree) ≤ ε then

21. B = B -{a}
22. End if

23. End for

24. Return 属性集 B

算法 4 是基于包含策略的增量特征选择算法。

第 2步求 ΔU 的类划分，时间复杂度为 O(l|U|)；第 3步

计算 DUinc ，时间复杂度为 O(k) ；第 6 步通过 Inc-IDU

更新依赖度，时间复杂度为 max {O(|DUinc||di||Δ-Xdi′inc||C|),
O(|ΔU||

-X
di′
inc||C|)}；“Inc-NIDC + ”和“Inc-NIDC - ”的时

间复杂度为 O(|U|2)，第 7~15步为添加属性策略，从剩

余属性中一直添加属性，直到满足定义 4 中的条件

（1）为止，此时间复杂度为 O(|C|2|U|2)；第 16~23步为删

除冗余属性策略，删除 B 中的元素，直到满足定义 4

的条件（2）为止，此时间复杂度为 O(|C||U|2)。综上，算

法 4的时间复杂度为 O(|C|2|U|2)。
综上易得，算法4的时间复杂度小于算法2的时间

复杂度。另外，由于 |DUinc||di| < |U|，|Δ-Xdi′inc| < |U|，|-Xdi′inc| < |U|，

算法3的时间复杂度也小于算法1的时间复杂度。

接下来，基于两种策略提出两个增量特征选择

框架，用以解决批处理大规模数据集的分层分类问

题。先将训练集划分为 N 份子数据集，当不同的子

数据集加入当前数据集 T 时采用两种不同的策略寻

找属性约简。策略 1（对应算法 5）：在每次子数据集

加入时只执行添加属性策略，当第 N 个子数据集都

完成上述策略后再执行删除冗余属性策略；策略 2

（对应算法 6）：在每次子数据集加入时执行添加属性

策略和删除冗余属性策略。
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算法 5 增量算法的框架 1（Inc-IFS-v1）

输入：分层决策表 U,C,D tree 。

输出：属性约简 B。

1. 将数据集的训练集按类均匀地划分为 N 份 {U1,
U2,⋯,UN}，且使 U1 包含所有的类

2. 初始化当前数据集 T =∅ ，B =∅
3. For i = 1:N do //策略 1

4. T = T ∪ Ui

5. If i = 1 then //求第一块子数据集的属性集 B
6. 通过 Inc-NIDC求 γTB(D tree)和 γTC(D tree)
7. 通过 Inc-IFS的添加属性策略（第 7~15步）得到 B
8. Else //求第 2到N块子数据集到达后的 B
9. 通过 Inc-IFS的添加属性策略（第7~15步）更新 B
10. End if

11. End for

12. 执行 Inc-IFS的删除冗余属性策略（第 16~23步）

13. Return属性约简 B

算法 6 增量算法的框架 2(Inc-IFS-v2)

输入：分层决策表 U,C,D tree 。

输出：属性约简 B。

1. 将数据集的训练集按类均匀地划分为 N 份 {U1,
U2,⋯,UN}，且使 U1 包含所有的类

2. 初始化当前数据集 T =∅ ，U =∅
3. For i = 1:N do //策略 2

4. T = T ∪ Ui

5. If i = 1 then //求第一块子数据集的约简

6. 通过 Inc-IFS寻找属性约简 B
7. Else //求第2到 N块子数据集到达后的属性约简 B
8. 通过 Inc-IFS更新属性约简 B
9. End if

10. End for

11. Return 属性约简 B

由于策略 1只进行一次删除冗余属性策略，从理

论上看，Inc-IFS-v1的运行时间小于 Inc-IFS-v2。

4 实验分析
本章先从运行时间、所选择特征个数、FH 测度

（基于 F1 的分层分类准确率度量）[37-38]和平均 TIE 四

个指标将 FFS-HC[23]与本文所提的 Inc-NIDC、Inc-IFS-

v1和 Inc-IFS-v2进行对比。然后对 Inc-IFS-v1和 Inc-

IFS-v2 进行参数 ε敏感度分析。最后通过实验结果

对所提的三个特征选择算法进行评价。

TIE（tree induced error）为树诱导误差 [39]，TIE 值

会随着样本量的增多而变大。平均TIE不受测试样本

量影响，可以更好地度量算法性能，因此这里采用平

均TIE来表示算法性能
æ
è
ç

ö
ø
÷平均TIE = TIE值

测试样本个数
。

4.1 实验设计
实验环境：Intel® CoreTM i5-7200U CPU@2.50 GHz

2.71 GHz 12.0 GB，MATLAB R2016a。

数据集：表 4是在分层分类问题中经常使用的数

据集，这些数据集的真实标签在叶子节点，由于树结

构中父子节点存在语义关系，子节点样本隐含在父

节点中，为了构造出本文所研究类型的数据集，把叶

子节点中部分样本的标签提升为其祖先节点，并使

每个节点中的样本尽可能地均匀分布，此时标签的

个数记为 d′，如表 4所示。

为了使上层节点具有子节点样本尽可能多的信息，

将每个叶子节点中样本按一定比例
numsamples

numnodes × (d layer + 1)
随机划分份数为 d layer ，向上层节点划分。 numsamples
表示该节点中样本个数，numnodes 表示该节点的父节

点的子节点个数，d layer 表示需向上泛化的层数。该

比例大小也会随着向上泛化的迭代过程而动态变

化。这样既使叶子节点均匀，又使上层节点的样本

分布均匀，且尽可能均匀地包含下层节点样本，可以

避免样本分布的不平衡。

分类器：支持向量机（support vector machine,

SVM[40]）、K 近邻（k-nearest neighbors，KNN[41]）（ k 设

为常用值 3）、随机森林（random forest，RF[42]）。

数据处理：（1）对数据集进行最大最小归一化处

表 4 数据集

Table 4 Datasets

数据集

Bridges

DD

Protein194

CLEF

SAIAPR5000

VOC

类型

数值型

数值型

数值型

数值型

图像型

图像型

样本

108

3 625

8 525

9 307

5 000

12 283

训练集

65

3 020

5 121

6 405

3 009

7 178

测试集

43

605

3 404

3 202

1 991

5 105

特征个数

11

473

473

252

512

1 000

|d|
6

27

194

10

196

20

|d′|
7

31

201

16

205

29

节点个数

8

32

202

17

256

30
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理，ā(xi) = a(xi) - min j a(xj)
max j a(xj) - min j a(xj)，xi ∈ U，显然 ā(xi) ∈ [0,1]。

（2）用训练集寻找约简，然后采用 5 折交叉验证方法

在测试集对所选择特征进行测试，求出 FH 值和平均

TIE值。

4.2 四个算法对比
这部分，通过对比 FFS-HC[23]、Inc-NIFS、Inc-IFS-

v1和 Inc-IFS-v2算法的运行时间、所选特征个数、FH
测度和平均 TIE 来评价所提的三个算法，结果如表 5

和图 3、图 4所示。

参数设置：Inc-NIFS、Inc-IFS-v1 和 Inc-IFS-v2 中

令 ε = 0.01，σ = 0.2，N = 10。

图 3 4个算法所选特征个数对比

Fig.3 Comparison of the number of selected

features for 4 algorithms

表 5 算法 FFS-HC、Inc-NIFS、Inc-IFS-v1和 Inc-IFS-v2的运行时间对比

Table 5 Comparison of running time for FFS-HC, Inc-NIFS, Inc-IFS-v1 and Inc-IFS-v2 algorithms 单位：s

数据集

Bridges

DD

Protein194

CLEF

SAIAPR5000

VOC

FFS-HC

0.07

1 167.77

2 939.14

144.11

359.85

4 809.81

Inc-NIFS

0.04

11 276.98

63 616.80

843.20

246 672.55

45 387.63

Inc-IFS-v1

0.07

203.35

1 270.35

66.29

791.09

662.42

Inc-IFS-v2

0.09

274.44

3 472.62

152.33

1 170.97

1 087.62

图 4 4个算法的 FH 值对比

Fig.4 Comparison of FH for 4 algorithms
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表 5 是 FFS-HC、Inc-NIFS、Inc-IFS-v1 和 Inc-IFS-

v2的运行时间。加粗表示运行时间最短。在Bridges

数据集上 Inc-NIFS 的运行时间最短，这是因为这个

数据集太小，而样本又分多次到达，导致增量计算时

间较长；而在其他大规模数据集上除了 SAIAPR 外，

Inc- IFS- v1 的运行时间最短，且与 FFS- HC 和 Inc-

NIFS 的运行时间差距非常大。尤其在 VOC 数据集

上，FFS-HC 约是 Inc-IFS-v1 的 7.3 倍，Inc-NIFS 约是

Inc-IFS-v1的 68.5倍。在 SAIAPR5000数据集上，Inc-

NIFS 约是 Inc-IFS-v1的 311.8倍。从实验中也可以看

出在所有数据集上 Inc-IFS-v1比 Inc-IFS-v2的时间效

率更高。

图 3 是 FFS-HC、Inc-NIFS、Inc-IFS-v1 和 Inc-IFS-

v2 的所选特征个数。在所有数据集上 FFS-HC 所选

特征个数小于其他 3个算法；Inc-NIFS、Inc-IFS-v1和

Inc-IFS-v2 所选特征个数基本上区别不大；FFS-HC

在 SAIAPR5000 数据集上所选特征个数远远小于其

他 3个算法。

图 4 是 FFS-HC、Inc-NIFS、Inc-IFS-v1 和 Inc-IFS-

v2 的 FH 测度，其中 PF 表示全部特征，加粗表示 4 个

算法中 FH 值最大的。本文分别在分类器 SVM、

KNN 和 RF 上对比不同算法的效果。在数据集 DD

上，算法之间的 FH 测度受分类器的影响，4个算法的

FH 值在分类器 SVM 和 KNN 上都大于 PF，而在分类

器 RF 上却均小于 PF；在 VOC 数据集上，FFS-HC 的

FH 值在 KNN 和 RF 上最大，其余数据集上 Inc-NIFS

的 FH 值最大的情况居多，有些情况下，Inc-IFS-v1最

大。在大部分数据集上，Inc-NIFS、Inc-IFS-v1和 Inc-

IFS-v2 之间的 FH 值基本一致，相差不超过 1 个百分

点。因此，可以充分说明 Inc-NIFS、Inc-IFS-v1和 Inc-

IFS-v2可行并且有效。

表 6 是 FFS-HC、Inc-NIFS、Inc-IFS-v1 和 Inc-IFS-

v2 的平均 TIE 值对比。加粗表示在对应分类器下平

均 TIE值最小。平均 TIE值越小，表示算法越好。从

全部数据集上看，SAIAPR5000数据集上的算法的平

均 TIE 值大于其他数据集，说明在 SAIAPR5000这个

数据集上分类误差都大于其他数据集；从算法角度

看，在分类器 SVM上 Inc-NIFS更占优势，但是这些算

法差别不大，相差不超过 0.3。整体来看，FFS-HC、

Inc-NIFS、Inc-IFS-v1和 Inc-IFS-v2的平均 TIE几乎没

有差别。

综合表 5、表 6和图 3、图 4，从运行时间上看，Inc-

IFS-v1的时间效果最好，Inc-IFS-v2次之；从分类效果

上看，Inc-NIFS、Inc- IFS-v1 和 Inc- IFS-v2 都不低于

FFS-HC，且 3 个算法之间差别不大。综合时间和分

类效果，Inc-IFS-v1 能在最短时间内完成特征选择，

且最大程度地保证分类精度。

4.3 Inc-IFS-v1 和 Inc-IFS-v2 的参数敏感性

分析
本节从运行时间、所选择特征个数、FH 测度方

面分析 Inc- IFS- v1 和 Inc- IFS- v2 的 ε 在 {0.05,0.01,
0.005,0.001,0.000 5,0.000 1}上的敏感度，参数 σ = 0.2，
N = 10，结果如图 5~图 7所示。

图 5 是 Inc-IFS-v1 和 Inc-IFS-v2 随着阈值 ε的减

小运行时间的变化。阈值 ε 越小，而添加属性的条

件就越严格，对应的运行时间就越长。在 VOC 数据

集上，Inc-IFS-v2 的运行时间远远大于其他参数，可

能因为在这个参数下每次到达子数据集都会进行添

加属性和删除冗余属性策略，而再次增加样本后原

属性约简总不满足 γUC inc(D tree)-γUB inc(D tree)< ε ，需要再

次添加属性和删除冗余属性，VOC 有 1 000 个属性，

会使运行时间差距更明显。综合来看，Inc-IFS-v1和

Inc-IFS-v2 的运行时间随着阈值减小变长，并且 Inc-

IFS-v1的运行时间总小于 Inc-IFS-v2。

图 6 是 Inc-IFS-v1 和 Inc-IFS-v2 所选择特征的个

数比较。从图中可以看到，阈值 ε越小，属性约简的

表 6 4个算法的平均 TIE对比

Table 6 Comparison of average TIE for 4 algorithms

数据集

Bridges

DD

Protein194

CLEF

SAIAPR5000

VOC

SVM

FFS-HC

1.14

1.09

1.63

2.02

3.67

2.25

Inc-NIFS

1.14

1.01

1.43

1.69

3.43

2.22

Inc-IFS-v1

1.07

1.04

1.44

1.74

3.44

2.29

Inc-IFS-v2

1.09

1.03

1.47

1.74

3.46

2.31

KNN

FFS-HC

1.14

1.40

1.84

2.23

3.73

2.70

Inc-NIFS

1.02

1.27

1.70

1.89

3.58

2.69

Inc-IFS-v1

1.21

1.32

1.69

1.92

3.71

2.64

Inc-IFS-v2

1.12

1.30

1.69

1.90

3.67

2.82

RF

FFS-HC

1.00

1.57

2.17

2.31

3.83

2.62

Inc-NIFS

1.02

1.60

2.19

2.21

3.82

2.66

Inc-IFS-v1

1.12

1.56

2.22

2.18

3.69

2.68

Inc-IFS-v2

1.12

1.59

2.18

2.20

3.75

2.64
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条件越严格，Inc-IFS-v1 和 Inc-IFS-v2 所选择特征的

个数越多，且 Inc-IFS-v1 和 Inc-IFS-v2 所选择特征的

个数基本差别不大。在VOC数据集上，当 ε = 0.000 5
时，Inc-IFS-v1只挑选了 7个特征，在CLEF数据集上，

当 ε = 0.005时，Inc-IFS-v2 只挑选了 1 个特征。这可

能因为这种情况下许多特征作为冗余属性被删除，

而这些少量特征仍然符合约简定义。

图 7为 Inc-IFS-v1和 Inc-IFS-v2的 FH 值。在 DD

数据集上，阈值 ε < 0.005时，Inc-IFS-v1和 Inc-IFS-v2

的 FH 值在分类器 SVM和KNN上减小。可能是因为

随阈值 ε减少，所选特征个数变多，多了一些干扰性

特征，使得分类精度下降。整体上看，随着阈值 ε的

减少，Inc-IFS-v1和 Inc-IFS-v2的 FH 值呈不明显的上

升趋势。综上，Inc-IFS-v1 和 Inc-IFS-v2 的分类精度

图 5 Inc-IFS-v1和 Inc-IFS-v2的运行时间对比

Fig.5 Comparison of running time for Inc-IFS-v1 and Inc-IFS-v2

图 6 Inc-IFS-v1和 Inc-IFS-v2的所选特征个数对比

Fig.6 Comparison of the number of selected features for Inc-IFS-v1 and Inc-IFS-v2
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随着阈值 ε的变化，敏感性较弱。

综合图 5~图 7，从时间上看，随着阈值 ε 变小，

Inc-IFS-v1 和 Inc-IFS-v2 的运行时间越长，即运行时

间的敏感性较大；从所选特征个数和分类精度看，随

着阈值 ε 变小，在有些数据集上分类精度有上升趋

势，在有些数据集上没有明显变化。

5 总结与展望
本文给出了包含策略和基于包含策略的模糊粗

糙集新的形式化定义，提出了基于包含策略的模糊

粗糙集模型，并设计了一个非增量特征选择算法 Inc-

NIFS。然后引入依赖度的增量机制，设计距离平方

矩阵来缩短添加属性过程的时间。由此，提出了增

量特征选择算法 Inc-IFS，以及两种增量特征选择框

架 Inc- IFS- v1 和 Inc- IFS- v2，两者效率均高于 Inc-

NIFS，且 Inc-IFS-v1的效率最高。

除了样本增加外，还包括特征添加和特征值动

态变化的情况。分层分类学习中，可以选择的策略

也多种多样，除了包含策略，还有兄弟策略、排他策

略、排他兄弟策略、排他包含策略等。这些均可作为

未来的研究工作。在未来的研究中，将考虑随着样

本到达，基于兄弟策略的模糊粗糙集增量，与本文所

提的算法进行对比分析；将研究在特征动态增加的

情况下基于包含策略、兄弟策略以及其他策略的增

量机制。
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