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1.  Zusammenfassung 

 

Hintergrund: Das Prostatakarzinom (PCa) tritt im Laufe des Lebens bei rund einem von 

neun Männern auf (1). Der histopathologische Gleason-Score (GS) spielt dabei eine 

entscheidende Rolle in der Wahl der Therapie des PCas (2, 3). Als Alternative zur 

invasiven Biopsieentnahme wurden in den letzten Jahren Radiomics-Analysen, bei 

denen große Mengen quantitativer Features aus der Bildgebung extrahiert werden, zum 

Grading des PCas eingeführt. In dieser Arbeit wurde untersucht, ob das PCa mit Hilfe 

von Radiomics zuverlässig in der biparametrischen Magnetresonanztomographie 

(bpMRT) und im T1-Mapping detektiert und zwischen PCas mit einem GS von 6, 7 und 

≥ 8 unterschieden werden kann. 

Material und Methoden: In dieser retrospektiven Arbeit wurde eine Radiomics-Analyse 

von MRT-Bildern (T2-weighted imaging (T2WI), diffusion weighted imaging (DWI) und 

T1-Mapping) von 66 Patienten mit histopathologisch bestätigtem PCa durchgeführt. Die 

Tumorläsionen, die Transitionalzone und die periphere Zone wurden pixelweise manuell 

segmentiert. Die MRT-Bilder wurden um das zehnfache augmentiert, um die Größe des 

Datensatzes zu erhöhen, und 1390 Features wurden pro Bild extrahiert. Nach Ausschluss 

stark korrelierender Features wurden anhand von 876 Features drei Modelle zur 

Vorhersage des GS (GS 6, GS 7, GS ≥ 8) durch verschiedene Machine-Learning-

Algorithmen trainiert: Ein Modell wurde mit dem Originaldatensatz trainiert, eins mit dem 

augmentierten Datensatz und eins mit dem augmentierten Datensatz unter Ausschluss 

von Features aus dem T1-Mapping. Anschließend wurden die Modelle durch einen 

unabhängigen Testdatensatz evaluiert. 

Ergebnisse: Die insgesamt beste Leistung mit einer Genauigkeit von 92 % (95% 

Konfidenzintervall (KI): 0,62 - 1,00) wurde durch den L2 Regularized Support Vector 

Machines (SVM) gefolgt von dem Random Forest (RF) (83 %; 95 % KI: 0,52 - 0,98), 

Stochastic Gradient Boosting (SGB) (75 %; 95 % KI: 0,43 - 0,95) und K-Nearest 

Neighbors (KNN) (50 %; 95 % KI: 0,21 – 0,79) erzielt. Vorhersagemodelle, die mit dem 

augmentierten Bilddatensatz trainiert wurden, wiesen bei allen vier Algorithmen eine 

bessere Leistung auf als Modelle, welche mit den Originalbildern trainiert wurden. Der 

Ausschluss von Features des T1-Mappings ging bei den SVM und dem KNN mit einer 
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unveränderten und bei dem RF (- 0,16) und dem SGB (- 0,25) mit einer abnehmenden 

Genauigkeit einher. 

Schlussfolgerung: In dieser neuartigen Radiomics-Analyse von MRT-Bildern von PCa-

Patienten wurde erstmals der Nutzen von Features aus dem T1-Mapping untersucht. Es 

wurde gezeigt, dass das PCa durch Radiomics zuverlässig in der bpMRT und im T1-

Mapping detektiert werden kann. Es konnte mit einer Genauigkeit von bis zu 92 % 

zwischen PCas mit einem GS von 6, 7 und ≥ 8 unterschieden werden. Zudem deuten die 

Ergebnisse darauf hin, dass das Augmentieren von Bilddaten in Radiomics-Analysen zu 

einer besseren Leistung von Vorhersagemodellen führen kann.  
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Abstract 

 

Objective: Prostate carcinoma (PCa) occurs in approximately one in nine men 

throughout a lifetime (1). The histopathological Gleason score (GS) plays a crucial role in 

the choice of therapy for PCa (2, 3). As an alternative to invasive biopsy sampling, 

radiomics analysis, which extracts large amounts of quantitative features from imaging, 

has been introduced in recent years for grading PCa. In this work, we investigated 

whether radiomics can reliably detect PCa in biparametric magnetic resonance imaging 

(bpMRI) and T1 mapping and distinguish between PCas with a GS of 6, 7, and ≥ 8. 

Materials and methods: In this retrospective study, a radiomics analysis of MRI (T2-

weighted imaging (T2WI), diffusion weighted imaging (DWI), and T1 mapping) from 66 

patients with histopathologically confirmed PCa was performed. Tumor lesions, the 

transitional zone, and the peripheral zone were manually segmented pixel by pixel. MR 

images were augmented tenfold to increase the size of the dataset, and 1390 features 

were extracted per image. After excluding highly correlating features, 876 features were 

used to train three models for the prediction of the GS (GS 6, GS 7, GS ≥ 8) by different 

machine learning algorithms: one model was trained with the original images, one with 

the augmented images, and one with the augmented images without features from T1 

mapping. Subsequently, the models were evaluated by an independent test dataset. 

Results: The overall best performance with an accuracy of 92 % (95 % confidence 

interval (CI): 0.62 - 1.00) was obtained by the L2 Regularized Support Vector Machines 

(SVM) followed by the Random Forest (RF) (83 %; 95 % CI: 0.52 - 0.98), Stochastic 

Gradient Boosting (SGB) (75 %; 95 % CI: 0.43 - 0.95) and K-Nearest Neighbors (KNN) 

(50 %; 95 % CI: 0.21 - 0.79). For all four algorithms, prediction models trained with the 

augmented image dataset performed better than models trained with the original images. 

Excluding features from T1 mapping was associated with no change of accuracy for the 

SVM and KNN and decreased accuracy for the RF (- 0.16) and SGB (- 0,25). 

Conclusion: In this novel radiomics analysis of MRI from PCa patients, the utility of 

features from T1 mapping was investigated for the first time. It was shown that PCa could 

be reliably detected by radiomics in bpMRI and T1 mapping. It was possible to distinguish 

between PCa with a GS of 6, 7, and ≥ 8 with an accuracy up to 92%. In addition, the 
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results suggest that augmenting image data in radiomics analyses can lead to better 

performance of predictive models. 
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2.  Einleitung 

 

2.1.  Epidemiologie des Prostatakarzinoms 

Mit einer geschätzten Inzidenz von 1,4 Millionen Fällen im Jahr 2020 stellt das 

Prostatakarzinom (PCa) weltweit die zweithäufigste Krebsdiagnose und zudem die 

fünfthäufigste zum Tode führende Tumorerkrankung bei Männern dar (4). Ungefähr einer 

von neun Männern erhält im Laufe seines Lebens die Diagnose eines Prostatakarzinoms 

(1). In über der Hälfte aller Länder ist es die am häufigsten diagnostizierte 

Krebserkrankung, so auch in Nord- und Westeuropa, Australien, Neuseeland, 

Nordamerika sowie vielen Ländern Subsahara-Afrikas (5). In insgesamt 46 Ländern, 

darunter vermehrt Ländern in Subsahara-Afrika und in der Karibik, ist es die häufigste 

Ursache für einen durch Krebs verursachten Tod (5). Auf Grund der hohen Inzidenz und 

der langen Überlebenszeit macht das Prostatakarzinom 20 % aller prävalenten Tumore 

bei Männern aus und hat die höchste 5-Jahres-Prävalenz aller Tumorerkrankungen (4). 

Sowohl die Inzidenz als auch die Mortalitätsrate weisen große geographische 

Unterschiede auf. So ist in Ländern mit einem hohen soziodemographischen Index die 

Wahrscheinlichkeit, bis zum Alter von 79 Jahren an einem Prostatakarzinom zu 

erkranken, im Vergleich mit Ländern mit einem niedrigen bis mittleren Index etwa 

achtfach erhöht (6). Die höchste Inzidenz ist unter afroamerikanischen Männern in den 

Vereinigten Staaten zu verzeichnen, während die geringste Inzidenz unter in ihren 

Heimatländern lebenden asiatischen Männern beobachtet werden kann (7). Der 

Unterschied in der Inzidenz dieser beiden vorgenannten Gruppen beträgt ein 40-faches 

(7). Die Variabilität der Inzidenz je nach Region kann unter anderem auch darauf 

zurückgeführt werden, wie intensiv Früherkennungsmaßnahmen wie der 

prostataspezifische-Antigen-Test (PSA-Test) durchgeführt werden. Jedoch stellten sich 

bereits vor der Einführung des PSA-Tests geographische Differenzen dar, sodass zudem 

Lifestyle-Faktoren eine potenzielle Rolle spielen könnten (8). So nehmen die Inzidenz 

und Mortalitätsrate des Prostatakarzinoms bei männlichen Migranten, die aus Ländern 

mit niedrigem Risiko in Länder mit höherem Risiko einwandern, im Vergleich zu Männern 

ihres Heimatlandes zu, übersteigen jedoch nicht die Raten des Ziellandes (9, 10). Im 

Zuge der kommerziellen Verfügbarkeit des PSA-Tests in den 1980er Jahren stiegen die 

Inzidenzraten rasch an und fielen anschließend mit der abnehmenden Anzahl 
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unentdeckter Fälle wieder ab (5). In Ländern mit späterer Einführung des PSA-Tests ist 

die Inzidenz weiterhin steigend (5). 

Die Entstehung des Prostatakarzinoms ist nicht abschließend geklärt. Sie ist jedoch 

multifaktoriell und hängt von Risikofaktoren ab, welche die Entstehung eines 

Prostatakarzinoms begünstigen oder dessen fortschreitenden bzw. tödlichen Verlauf 

fördern. Bekannte Risikofaktoren, welche die Entstehung eines PCas beeinflussen, sind 

ein hohes Alter, die afroamerikanische Ethnie und eine positive Familienanamnese 

bezüglich Prostatakarzinomen (8). Die Inzidenz bei unter 40-jährigen Männern ist sehr 

gering, während sie ab einem Lebensalter von 55 Jahren deutlich zunimmt (8). 

Genomweite Assoziationsstudien haben eine genetische Prädisposition von 

Prostatakarzinomen bestätigt. So wurden in Populationen unterschiedlicher ethnischer 

Herkunft über 180 genetische Loci identifiziert (11, 12). Wahrscheinlich trägt zudem eine 

hohe Körpergröße zur Karzinomentstehung bei (13). Da die genannten Faktoren 

endogen sind, kann die Kenntnis der Risikofaktoren zwar nicht zur Risikominimierung 

genutzt werden, jedoch zur Identifikation von Risikogruppen herangezogen werden. 

Zusätzlich gibt es Risikofaktoren für ein fortgeschrittenes oder tödliches 

Prostatakarzinom. Hier sind vor allem eine hohe Körpergröße, Übergewicht und Rauchen 

zu nennen (8). Eine protektive Wirkung haben körperliche Aktivität und wahrscheinlich 

der Konsum von Tomaten sowie die Einnahme von Statinen (8). 

 

2.2.  Diagnostik des Prostatakarzinoms 

2.2.1. Früherkennung und Basisdiagnostik 

Der Wert der Früherkennungsmaßnahmen des Prostatakarzinoms ist umstritten, was 

sich in der Variabilität der Screening-Strategien von klinischen Leitlinien widerspiegelt. 

Die Leitlinie der Arbeitsgemeinschaft der Wissenschaftlichen Medizinischen 

Fachgesellschaften (AWMF) von 2019 empfiehlt, Männer ab 45 Jahren über die 

Möglichkeit von Früherkennungsmaßnahmen zu informieren, sofern ihre mutmaßliche 

Lebenserwartung mehr als 10 Jahre beträgt. Diese Altersgrenze kann bei Männern mit 

erhöhtem Risiko für ein Prostatakarzinom um fünf Jahre vorverlegt werden. Entscheidet 

sich der Patient für die Früherkennungsmaßnahmen, so sollen der PSA-Wert bestimmt 

und eine digital rektale Untersuchung (DRU) durchgeführt werden (s. Tabelle 1) (14). 
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Tabelle 1: Prostataspezifisches Antigen (PSA) und digital rektale Untersuchung (DRU) in der Früherkennung der 
AWMF Leitlinie (14) 

Information über die Früherkennung: 

• Männer ab 45 Jahren mit einer Lebenserwartung > 10 Jahre 

• Ausnahme: Männer mit erhöhtem Risiko für ein Prostatakarzinom ab 40 Jahren 

Weiteres Vorgehen je nach PSA-Wert (wenn keine Indikation zur Biopsie vorliegt): 

PSA < 1 ng/ml Nächste PSA-Bestimmung in vier Jahren* 

PSA 1–2 ng/ml Nächste PSA-Bestimmung in zwei Jahren 

PSA > 2 ng/ml Jährliche PSA-Bestimmung 

*Ab 70 Jahren ist keine weitere PSA-gestützte Früherkennung empfohlen 

Empfehlen einer Prostatabiopsie bei mindestens einem der folgenden Kriterien: 

• PSA ≥ 4 ng/ml 

• Ergebnis bei der DRU, das auf ein Karzinom hindeutet 

• auffälliger PSA-Anstieg 

 

Die Erhebung des PSA-Werts wird auf Grund seiner Vor- und Nachteile kontrovers 

diskutiert. Dabei hat die Höhe des PSA-Werts weitreichende Folgen für die weitere 

Diagnostik. So ist der weit verbreitete Grenzwert für die Durchführung einer Biopsie ein 

PSA-Wert von 4,0 ng/ml. Dieser Grenzwert ist mit einem positiven Vorhersagewert von 

30 % für Männer ab 50 Jahren (15) und einem negativen Vorhersagewert von 85 % für 

Männer mit einem medianen Alter von 69 Jahren zum Zeitpunkt der Biopsie assoziiert 

(16). 

In einem Cochrane Review, welcher fünf randomisierte kontrollierte Studien in einer 

Metaanalyse evaluierte, konnte kein statistisch signifikanter Unterschied der 

Prostatakarzinom-spezifischen Mortalität und der allgemeinen Mortalität zwischen der 

Screening-Gruppe durch das PSA und der Kontrollgruppe festgestellt werden (17). 

Gleichzeitig wies die Screening-Gruppe eine höhere Inzidenz auf. Dabei wurden lokale 

Prostatakarzinome vermehrt diagnostiziert, während der Anteil an fortgeschrittenen 

Prostatakarzinomen abnahm (17). Im Widerspruch dazu zeigte die European 

Randomized Study of Screening for Prostate Cancer (ERSPC) eine signifikante 

Reduktion der Mortalität des Prostatakarzinoms durch das PSA-Screening. So lag das 

Verhältnis der Inzidenzraten der Screening-Gruppe im Vergleich zu der Kontrollgruppe 

nach einem Follow-Up von 16 Jahren bei 0,8 (95 % KI, 0,72 - 0,89) mit einer absoluten 

Mortalität von 0,18 % (18). Die Number needed to Screen zur Vermeidung eines 

Todesfalls lag nach 16 Jahren bei 570 und die Number needed to Treat bei 18 (18). 
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Studien, welche die Langzeitfolgen von Vorsorgemaßnahmen auf Grundlage der ERSPC 

berechnet haben, ergaben mit einer längeren Follow-Up Periode nach dem Screening 

eine zunehmend sinkende Mortalität und geringere Number needed to Screen und Treat 

(19, 20). Eine Reduktion der Mortalität setzt möglicherweise allerdings erst nach 10 

Jahren Follow-Up ein, sodass Männer mit einer Lebenserwartung unter 10 - 15 Jahren 

darüber aufgeklärt werden sollten, dass die Vorsorgeuntersuchung für sie wahrscheinlich 

nicht von Vorteil ist (17). Keine der genannten Studien untersuchte die Auswirkungen von 

Früherkennungsmaßnahmen auf die Lebensqualität. 

Die Prostate Cancer Intervention versus Observation Trial (PIVOT)-Studie verglich die 

radikale Prostatektomie mit der Strategie des Watchful Waitings und implizierte dabei 

wichtige Rückschlüsse für die Vorsorgeuntersuchung (21). Im Fall einer 

Therapieentscheidung zur radikalen Prostatektomie war eine sinkende Mortalität erst ab 

einem PSA-Wert über 10 ng/ml zu verzeichnen (21). Somit könnte der bislang auf 

4,0 ng/ml festgelegte Grenzwert zur Durchführung einer Biopsie möglicherweise ohne 

wesentliche Auswirkungen auf die Mortalitätsrate erhöht werden (22). 

Nachteile der Früherkennungsmaßnahmen sind deren Risiken sowie die Überdiagnose 

und Übertherapie von Patienten, deren Karzinome klinisch unauffällig geblieben wären. 

So zeigt die ERSPC eine um 40 % höhere Inzidenz von gescreenten Patienten im 

Vergleich zur Kontrollgruppe nach 16 Jahren Verlaufskontrollen (18). Die Risiken des 

Screenings umfassen falsch positive Ergebnisse sowie Komplikationen der Biopsie und 

der Therapie. In einem Review von Hayes et al. liegt das kumulative Risiko, ein falsch 

positives PSA-Testergebnis nach drei bis vier Screening-Runden zu erhalten, bei 

12 - 13 % (22).  

Werden die sinkende Mortalität und die steigende Rate an überdiagnostizierten und 

übertherapierten Fällen gegeneinander abgewogen, so wird von einem systematischen 

Screening abgeraten und weniger intensives Screening einer definierten Zielgruppe von 

Männern über 50 Jahren oder Männern mit einer positiven Familienanamnese 

empfohlen. Die Entscheidung zum Screening sollte mit dem Patienten zusammen 

getroffen werden. Vorher sollte über Vor- und Nachteile aufgeklärt und die individuelle 

Lebenserwartung in die Entscheidungsfindung einbezogen werden (17, 22). Die 

optimalen Zeitabstände der Früherkennungsmaßnahmen sind ungewiss, sodass die 

Empfehlungen je nach Leitlinie variieren (s. Tabelle 1).  
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2.2.2. Diagnosesicherung und Staginguntersuchungen 

Bei einem erhöhten PSA-Wert, einem karzinomverdächtigen Ergebnis bei der DRU oder 

einem auffälligen PSA-Anstieg wird zur Abklärung eine Stanzbiopsie empfohlen (s. 

Tabelle 1). Ein erhöhter PSA-Wert allein sollte nach einigen Wochen unter 

standardisierten Bedingungen im gleichen Labor bestätigt werden, bevor eine Biopsie in 

Betracht gezogen wird (23). Standardmäßig wird eine systematische Prostatabiopsie mit 

transrektalem Ultraschall (TRUS) durchgeführt, bei der zehn bis zwölf Gewebeproben in 

einem gitterartigen Muster gewonnen werden (14, 23). Zur präventiven Antibiose werden 

trotz steigender Resistenz und damit vermehrten schwerwiegenden Infektionen orale 

oder intravenöse Chinolone genutzt (23). Häufige leichte bis mittelschwere 

Nebenwirkungen der Biopsieentnahme sind Blutungen, Hämatome und kurzzeitige 

Angstzustände. Häufige schwere Nebenwirkungen umfassen Infektionen, Blutungen mit 

Transfusionsbedarf, Pneumonien, erektile Dysfunktion und Inkontinenz (22).  

Vor der Entscheidung zur Biopsie können molekulare Biomarker und die 

multiparametrische Magnetresonanztomographie (mpMRT) genutzt werden, um die 

Spezifität des PSA-Tests zu erhöhen und so die Rate an unnötigen Biopsien zu senken 

(24). Beide werden in den NCCN-Leitlinien von 2018 vor der Durchführung einer Biopsie 

empfohlen (24). Inzwischen gibt es prognostische Biomarker (z.B. Decipher, Prolaris, 

Oncotype DX), mit Hilfe derer die Tumoraggressivität, die klinische Progression, die 

prostatakarzinomspezifische Mortalität und das Risiko zur Metastasierung eingeschätzt 

werden können (25). Zudem können potenzielle falsch-negative Ergebnisse der Biopsie 

mit molekularen Biomarkern (z.B. 4Kscore, Prostate Health Index, Prostate Cancer 

Antigen 3 Test, ConfirmMDx) identifiziert werden (25). 

Mit der oben beschriebenen systematischen Prostatabiopsie werden 21 - 28 % der 

Prostatakarzinome übersehen und 14 – 17 % im Grading zu niedrig eingestuft (25). An 

diese Stelle spielt die mpMRT, welche morphologische und funktionelle Techniken 

kombiniert, eine bedeutende Rolle im Diagnoseverfahren. Mit Hilfe der mpMRT können 

gezielte Biopsien auffälliger Läsionen durchgeführt werden. Hierfür gibt es drei 

verschiedene Methoden: 1) Fusion von MRT-Bildern mit transrektalem Ultraschall unter 

Verwendung einer Computer-Software, 2) perkutane Biopsie während der eigentlichen 

MRT-Untersuchung und 3) kognitive Prostatabiopsie per TRUS nach Begutachtung der 

MRT-Bilder (25). Metaanalysen von Studienergebnissen zu der MRT-gestützten 

gezielten versus der systematischen Biopsie bei zuvor biopsienaiven Männern deuten 
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darauf hin, dass die gezielte im Vergleich zur systematischen Biopsie häufiger klinisch 

signifikante Karzinome entdeckt (26, 27). Jedoch zeigt die Mehrheit der 

Studienergebnisse, dass sowohl die systematische als auch die gezielte Biopsie klinisch 

signifikante Karzinome verfehlt (28), sodass die aktuelle AWMF Leitlinie eine MRT-

gestützte, gezielte Biopsie in Kombination mit einer systematischen Biopsie der 

suspekten Herde empfiehlt (14).  

In der anschließenden histopathologischen Untersuchung der Gewebsproben werden die 

Tumorlokalisation, der International Society of Urological Pathology (ISUP)-Gleason-

Score und der ISUP-Grad bestimmt (23). Der Gleason-Score ist ein prognostischer 

Parameter und spielt eine entscheidende Rolle in der Wahl der Therapie des PCas (2, 

3). So profitieren Patienten mit einem niedrigen Gleason-Score von zunächst 

abwartendem Vorgehen mit regelmäßigen Kontrolluntersuchungen, während bei 

Patienten mit einem höheren Gleason-Score ein radikale Prostatektomie oder eine 

Androgendeprivation erwogen werden sollte (24, 29). Zur Bestimmung des Gleason-

Scores wird die Drüsenmorphologie begutachtet. Dabei wird die Entdifferenzierung der 

Drüsen mit Hilfe des Gleason-Grads in fünf Grade eingeteilt. Anschließend errechnet sich 

der Gleason-Score bei der Prostatastanzbiopsie aus der Addition des häufigsten und des 

höchsten Gleason-Grads und bei einem Prostatektomiepräparat aus der Addition des am 

häufigsten und des am zweithäufigsten vorkommenden Gleason-Grads (25). Das 

Grading des Prostatakarzinoms erfolgt als internationaler Standard nach dem Grading-

System der ISUP und unterteilt fünf verschiedene Grade in Abhängigkeit vom Gleason-

Score, die Tabelle 2 zu entnehmen sind (3).  

 

Tabelle 2: International Society of Urological Pathology (ISUP) Grading-System des Prostatakarzinoms (3) 

Grad 1 Gleason-Score von 3 + 3 

- ausschließlich einzelne, gut umschriebene Drüsen 

Grad 2 Gleason-Score von 3 + 4 

- überwiegend einzelne, gut umschriebene Drüsen mit geringem Anteil 

an malformierten, fusionierten oder kribriformen Drüsen 

Grad 3 Gleason-Score von 4 + 3 

- überwiegend malformierte, fusionierte oder kribriforme Drüsen mit 

geringem Anteil an gut umschriebenen Drüsen 
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Grad 4 Gleason-Score von 4 + 4, 3 + 5 und 5 + 3 

- ausschließlich malformierte, fusionierte oder kribriforme Drüsen oder 

gut umschriebene Drüsen plus Areale ohne Drüsen 

Grad 5 Gleason-Score von 4 + 5, 5 + 4 und 5 + 5 

- keine Drüsen erkennbar, ggf. Nekrosen, mit oder ohne malformierte, 

fusionierte oder kribriforme Drüsen 

 

Auf Grund der hohen Inzidenz, der niedrigen Mortalitätsrate und der zahlreichen 

Therapieoptionen ist im Rahmen der Diagnose die Risikostratifizierung des 

Prostatakarzinoms von großer Bedeutung. Hierzu dient die weitverbreitete 

Risikogruppeneinteilung nach d’Amico. Sie beschreibt das Risiko für einen 

biochemischen Rückfall nach radikaler Prostatektomie oder Radiotherapie und hat sich 

auf Grund ihrer Generalisierbarkeit gegen andere Modelle durchgesetzt (30). Die 

Einteilung basiert auf dem klinischen TNM-Stadium, dem prätherapeutischen PSA-Wert 

und dem Gleason-Score. Bei lokal begrenzten Prostatakarzinomen indiziert ein Gleason-

Score von 6 ein geringes Risiko, ein Gleason-Score von 7 ein mittelhohes Risiko und ein 

Score ab 8 ein hohes Risiko (23, 30).  

Das anschließende Staging des PCas hängt von den vorhandenen Therapieoptionen, 

den Präferenzen des Patienten und seinen Komorbiditäten ab. Die European Association 

of Urology empfiehlt keine weiteren Staging-Untersuchungen bei einem niedrigem Risiko, 

während ab einem mittelhohem Risiko mit ISUP-Grad 3 eine mpMRT der Prostata für das 

lokale Staging und eine Metastasensuche mit einer Bildgebung (Computertomographie 

(CT) oder Magnetresonanztomographie (MRT)) des Abdomens und Beckens und einer 

Knochenszintigraphie durchgeführt werden sollte (23). 

 

2.3.  Multiparametrische MRT 

Im Allgemeinen dient die MRT der Prostata der Beurteilung der Anatomie, der 

Gewebebeschaffenheit sowie funktioneller Gewebeinformationen. Zur Darstellung von 

Raumforderungen der Prostata werden Feldstärken von 1,5 oder 3 Tesla mit Surface-

Phased-Array-Spulen genutzt, jedoch wird auf Grund des höheren Signal-zu-Rauschen-

Verhältnisses und der kürzeren Scanzeit eine Feldstärke von 3 Tesla bevorzugt (31).  
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Im Fall des Prostatakarzinoms wird ein multiparametrisches Protokoll für die MRT-

Bildgebung empfohlen. Die mpMRI umfasst eine hochauflösende T2-gewichtete 

(englisch: T2-weighted imaging, T2WI) Sequenz sowie mindestens zwei funktionelle 

MRT-Techniken, die eine Diffusionsbildgebung (englisch: diffusion weighted imaging, 

DWI) und die dynamische Kontrastmitteluntersuchung (englisch: dynamic contrast 

enhanced, DCE) umfassen (32, 33). Mittels der T2WI-Sequenzen werden 

morphologische Informationen über die Prostata gewonnen, sodass die Kapsel, die 

zonale Anatomie, das Samenbläschen und eine mögliche extraprostatische 

Tumorinvasion evaluiert werden können (34). Das zumeist von der peripheren Zone 

ausgehende Prostatakarzinom stellt sich dort in der T2WI-Sequenz hypointens im 

Vergleich zum hyperintensen glandulären Gewebe der peripheren Zone dar. Allerdings 

erschwert die unspezifische Darstellung von morphologisch ähnlichen Entitäten wie 

Prostatitis, intraepithelialen Neoplasien, posttherapeutischen Veränderungen und 

postbioptischen Narben die Diagnose, sodass die T2WI-Sequenz nicht ohne die 

funktionellen MRT-Techniken genutzt werden sollte (34). Zudem sind Tumore in der 

Transitionalzone der Prostata schwer zu detektieren, da sich die Signalintensitäten (SI) 

des karzinogenen Gewebes und der Transitionalzone überschneiden (35). So sind 

Prostatakarzinome in der Transitionalzone lediglich anhand unspezifischer 

Charakteristika wie einer linsenförmigen oder unscharfen Begrenzung sowie einer 

homogenen bis moderat hypointensen Signalintensität identifizierbar (31). Vor allem bei 

Patienten ab dem mittleren Alter können knotige Veränderungen durch eine benigne 

Prostatahyperplasie (BPH) in der Transitionalzone die Detektion eines 

Prostatakarzinoms erschweren (35). Hochgradige Karzinome weisen im Vergleich zu 

niedriggradigen Karzinomen eher eine geringere SI auf (36). Da postbioptische 

Hämorrhagien Artefakte hervorrufen können, sollte zwischen der Biopsieentnahme und 

der MRT ein Abstand von 4 - 6 Wochen eingehalten werden (36). 

Die DWI ermöglicht die Darstellung freien Wassers in den Zellzwischenräumen, sodass 

für jedes Volumenelement ein Diffusionskoeffizient (englisch: apparent diffusion 

coefficient, ADC) bestimmt werden kann (37). Da im Tumorgewebe eine höhere 

Zelldichte und damit einhergehend geringere freie Molekularbewegungen bestehen, sind 

die ADC-Werte dort oft reduziert (38, 39), während sich das Karzinom in der DWI bei 

hohem b-Wert in vielen Fällen mit hoher SI darstellt. Dies gilt sowohl für die periphere als 

auch für die Transitionalzone (31). Um das Hintergrundsignal des normalen 
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Prostatagewebes zu unterdrücken, sind große b-Werte erforderlich (34). 

Vorangegangene Studien zeigten bei Prostatakarzinomen eine negative Korrelation der 

ADC-Werte mit dem Gleason-Score und somit der Tumoraggressivität (40-42). Eine 

Metaanalyse über den klinischen Wert von T2-gewichteten Sequenzen in Kombination 

mit DWI-Sequenzen zur Diagnose des Prostatakarzinoms hat gezeigt, dass die Nutzung 

beider Techniken zusammen im Vergleich zur Nutzung von T2-gewichteten Sequenzen 

eine Erhöhung der Sensitivität von 62 % auf 72 % und der Spezifität von 77 % auf 81 % 

herbeiführen kann (43). Jedoch variieren die publizierten ADC-Werte je nach gewählten 

Feldstärken und b-Werten, sodass der Vergleich absoluter ADC-Werte bei einer 

quantitativen Auswertung nur eingeschränkt möglich erscheint (34).  

Die kontrastmittelabhängige DCE-Sequenz dient zur Beurteilung der Vaskularisierung 

der Prostata und der Neoangiogenese von Prostatakarzinomen (44). Die DCE-MRT 

ermittelt T1W-Signalintensitäts(SI)-Zeit(t)-Verläufe im Prostatagewebe in axialer 

Schichtführung nach intravenöser Injektion von gadoliniumhaltigem Kontrastmittel (45). 

Die Auswertung der SI kann qualitativ und semiquantitativ erfolgen, der Verlauf der SI-t-

Kurve auch quantitativ (37). Durch die Verbindung T2-gewichteter Sequenzen mit DCE-

Sequenzen wird die Sensitivität der Karzinomdetektion gesteigert (44, 46), jedoch 

ermöglicht die DCE-Sequenz ebenfalls keine zuverlässige Differenzierung zwischen 

Prostatakarzinom, Prostatitis und BPH (34). Aktuell wird der Nutzen der DCE unter 

Abwägung zusätzlicher Scanzeit und Kosten (47) sowie des Nebenwirkungsprofils der 

gadoliniumhaltigen Kontrastmittel (48) kontrovers diskutiert. Vor allem bei biopsienaiven 

Männern wird die biparametrische MRT (bpMRT) als Alternative zur mpMRT in Erwägung 

gezogen. Die bpMRT beinhaltet keine DCE und nutzt nur multiplanare T2-gewichtete 

Sequenzen sowie eine axiale DWI (49). Die Studienlage zum Vergleich der mpMRT und 

bpMRT ist sehr heterogen, sodass aktuell noch keine einheitliche Empfehlung 

ausgesprochen werden kann (49). 

Als international anerkannter Standard zur Durchführung und objektiver Interpretation der 

mpMRT wird das Prostate Imaging Reporting and Data System (PI-RADS) angewandt, 

dessen aktualisierte Version V2 2015 von der European Society of Urogenital Radiology 

(ESUR) entwickelt wurde (50). Das PI-RADS V2 ermöglicht es den Untersuchenden, alle 

bei der mpMRT identifizierten fokalen Läsionen der Prostata zu beurteilen und anhand 

einer 5-stufigen Likert-Skala zu bewerten. Diese gibt die Wahrscheinlichkeit eines klinisch 

signifikanten Prostatakarzinoms an, wobei ein Gleason-Score ab 7, ein Volumen über 
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0,5 ml oder extraprostatisches Wachstum als Kriterien für ein klinisch signifikantes 

Karzinom gelten (50). Abhängig von der Zone, in der die Läsion lokalisiert ist, ist eine 

bestimmte MR-Sequenz entscheidend für den Wert auf der Likert-Skala. So sind in der 

peripheren Zone vorerst die DWI und die korrespondierende ADC-Map 

ausschlussgebend, während in der Transitionalzone vorrangig T2-gewichtete Sequenzen 

über den Wert entscheiden (50).  

Insgesamt gewinnt die mpMRT, vor deren Einführung die MRT vor allem zum Staging, 

zur Therapieplanung und zum Monitoring des Prostatakarzinoms verwendet wurde, 

zunehmend an Bedeutung. Da das multiparametrische Protokoll unter Anwendung des 

PI-RADS V2 eine hohe Sensitivität und Spezifität zur Detektion klinisch signifikanter 

Prostatakarzinome aufweist, wie in verschiedenen systematischen Reviews und 

Metaanalysen bestätigt wurde (51-53), empfehlen aktuelle Leitlinien nun eine mpMRT-

Untersuchung im Rahmen der Initialdiagnostik vor der Biopsieentnahme (14, 24). So 

dient die MR-Bildgebung heutzutage auch der Tumordetektion, Lokalisation und 

Charakterisierung. Darüber hinaus wird aktuell die zukünftige Nutzung der mpMRT zur 

Ermittlung des prognose- und therapieentscheidenden Gleason-Scores als akkurate und 

nichtinvasive Alternative zur transrektalen Biopsie diskutiert, um die Komplikationen und 

den Kostenaspekt der MRT-gestützten oder MRT-Ultraschall-Fusions-Biopsie zu 

vermeiden (54). 

 

2.4.  Mapping-MRT als neue quantitative MRT-Technik 

Die technologischen Fortschritte der letzten Jahre haben eine Quantifizierung von 

konventioneller T1- (englisch: T1 weighted imaging, T1WI) und T2-gewichteter MR-

Bildgebung ermöglicht. Hierfür werden Kartierungen generiert, welche die 

Signalintensitäten eines jeden Voxels aus der T1WI bzw. T2WI in Form von farbkodierten 

Pixeln darstellen (55). So entstehen farbkodierte Kartierungen, die eine quantitative 

Annäherung an die T1- bzw. T2-Relaxationszeiten ermöglichen und den objektiven 

Vergleich von Gewebeeigenschaften mit Referenzwerten sowie mit longitudinalen 

Verlaufswerten gestatten (56). 

Die T1-Kartierung stellt die longitudinale T1-Relaxationszeit dar, also die benötigte Zeit 

(in ms) der Kernspin-Magnetisierung für eine Rückkehr in ihren Gleichgewichtszustand 

nach Applikation eines Radiofrequenzpulses und dadurch bedingter Inversion um 180 
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Grad (55). Sie kann durch die exponentielle Funktion der Inversion-Recovery-Curve 

beschrieben werden (55). 

Es werden verschiedene Techniken zur Kartierung angewandt, wobei die nach ihren 

Entwicklern benannte Look-Locker-Technik als eine der effizientesten gilt, da die zur 

Kartierung benötigten Daten während eines einzigen Atemzuges generiert werden 

können (57). Jedoch findet die Datengenerierung in unterschiedlichen Phasen des 

Herzzyklus statt, sodass die fortlaufend generierten Bewegungsartefakte die kardiale T1-

Kartierung verhindern (57). Einen großen Fortschritt in der kardialen MRT mit 

signifikanten Vorteilen lieferte die Weiterentwicklung der inzwischen weit verbreiteten 

Modified Look-Locker Inversion-Recovery-Technik (MOLLI) durch Messroghli et al. (58). 

Die MOLLI-Sequenz ist EKG-getriggert und generiert in der Diastole mehrerer 

Herzschläge drei bis fünf Inversion-Recovery-Bildserien zu unterschiedlichen Zeiten nach 

dem Inversionspuls (55). Nach einer Pause von drei Herzschlägen wird eine erneute 

Inversion ausgelöst und mit einer leichten zeitlichen Verzögerung werden weitere drei 

Bilder generiert, sodass zusätzliche Punkte auf der Inversion-Recovery-Curve abgebildet 

werden können (55). Anschließend wird aus den Signalintensitäten der Bilder mit Hilfe 

der exponentiellen Funktion die T1-Relaxationszeit berechnet und farbkodiert in die T1-

Kartierung übertragen (58). Durch die Anwendung der MOLLI-Sequenz können im 

Gegenteil zu bisherigen Quantifizierungsmethoden T1-Kartierungen mit hoher räumlicher 

Auflösung während eines einzigen Atemzugs generiert werden (57). Weitere Stärken sind 

die schnelle Generierung reproduzierbarer T1-Kartierungen, eine hohe Objektivierbarkeit 

und ein überzeugendes Signal-zu-Rauschen-Verhältnis (58, 59). 

Der wesentliche Vorteil von T1-Kartierungen ist die Möglichkeit der objektiven 

quantitativen Auswertung. Konventionelle MR-Techniken wie die T1WI bestehen aus 

qualitativen nichtparametrischen Sequenzen und erlauben somit lediglich eine 

semiquantitative Auswertung, die zwischen verschiedenen Betrachtenden und 

Untersuchungszeitpunkten variiert (55). In der Prostata-MRT werden konventionelle T1-

gewichtete Sequenzen zur Detektion von entzündungs- oder biopsiebedingten 

intraprostatischen Hämorrhagien und ggf. metastasensuspekt vergrößerten parailiakalen 

und lokoregionären Lymphknoten genutzt, spielen aber keine Rolle in der 

Tumorcharakterisierung (60, 61). 
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T1-Kartierungen haben bislang vor allem in der kardialen MR Anwendung gefunden, da 

das T1-Mapping die auf fokale Pathologien limitierte T1WI-Sequenz um die 

Darstellbarkeit und Quantifizierung diffuser Veränderungen wie reaktive Fibrose, 

Amyloidose und entzündliche Myopathie erweitert (55, 62, 63). Das native T1-Mapping 

dient außerdem der Darstellung von Myokardinfarkten, myokardialen Ödemen, 

Eisenüberladung und longitudinalen myokardialen Veränderungen (55). 

Bei der Diagnose des Prostatakarzinoms findet die T1-Kartierung aktuell keine 

standardmäßige Anwendung, wurde aber bereits von einigen Studiengruppen mit 

unterschiedlichen technischen Herangehensweisen untersucht. Kjaer et al. konnten 1987 

keinen signifikanten Unterschied der T1-Relaxationszeit zwischen Prostatakarzinomen 

und benigner Prostatahyperplasie bei 18 Patienten feststellen (64). 2011 stellten Foltz et 

al. ein signifikant kürzeres T1 in PCa-Läsionen im Vergleich zu gesundem 

Prostatagewebe bei 13 Patienten fest (65). Yu et al. kamen bei der Untersuchung von 

109 Patienten mit PCa unter Anwendung von MR-Fingerprinting zu dem gleichen 

Ergebnis, konnten aber keine signifikanten Unterschiede zwischen niedrig- und 

hochgradigen PCa‘s zeigen (66). Die Studie beschränkte sich jedoch auf Gewebe der 

peripheren Zone. Neueste Erkenntnisse von Baur et al. zeigten bei 23 PCa-Patienten 

unter Nutzung der MOLLI-Sequenz ebenfalls eine signifikant niedrigere T1-

Relaxationszeit im PCa im Vergleich zu Referenzregionen der peripheren und 

Transitionalzone (33). Dabei wiesen sie eine große Area under Curve (AUC) sowie eine 

hohe Sensitivität und Spezifität zur Unterscheidung zwischen PCa-Läsionen und 

Referenzgebieten der peripheren Zone bzw. Transitionalzone auf (33). Die AUC der 

Kombination von T1- und ADC-Werten war signifikant höher als die der alleinigen ADC-

Werte. Es konnte allerdings konform zu Yu et al. kein signifikanter Unterschied zwischen 

der T1-Relaxationszeit von niedrig- und hochgradigem PCa ermittelt werden (33). Damit 

übereinstimmend sind die Ergebnisse von Panda et al. in Bezug auf die periphere Zone 

(67). Jedoch konnte für klinisch signifikante Prostatakarzinome in der Transitionalzone 

eine signifikant niedrigere T1-Relaxationszeit im Vergleich zu niedriggradigen Läsionen 

nachgewiesen werden (32). Hierbei erzielte die kombinierte Anwendung mit ADC-Werten 

wiederum eine höhere AUC als T1 allein. 

Die heterogenen Studienergebnisse sprechen für eine weitere Untersuchung des 

potenziellen Nutzens der T1-Relaxationszeit zur Bestimmung des Tumorgrads von 
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Prostatakarzinomen und zur Unterscheidung des Prostatakarzinoms von gesundem 

Gewebe.  

 

2.5.  Radiomics 

Der zunehmende technische Fortschritt in der radiologischen Bildgebung in den letzten 

Jahrzehnten ermöglichte die Entwicklung neuer, automatisierter Analysemethoden, um 

größere Mengen an Informationen aus den Bildmerkmalen zu extrahieren und die 

wachsenden Datensätze auszuwerten. Zu diesen Innovationen in der Bildanalyse zählen 

auch Radiomics (68). Mit Hilfe von Radiomics können hochdimensionale Datensätze in 

Form von quantitativen Bildmerkmalen aus tomographischen Bildern der 

Computertomographie, MRT und Positronen-Emissions-Tomographie extrahiert werden 

(69). 

2.5.1. Begriffserklärung Radiomics 

Das Suffix -omics hat seinen Ursprung in verschiedenen Disziplinen der 

Molekularbiologie. Während das darin enthaltene Suffix -ome zur Beschreibung einer 

Gesamtheit ähnlicher Einzelelemente genutzt wird, bedeutet -omics die 

Charakterisierung von Gesamtheiten ähnlicher biologischer Moleküle. Darauf basierend 

entstanden die Begriffe Genomics zur Beschreibung des Genoms, also der Gesamtheit 

aller Gene eines Organismus, Transcriptomics in Bezug auf das Transkriptom, was die 

Gesamtheit aller RNA bedeutet, sowie Proteomics zur Charakterisierung des Proteoms 

und Metabolomics zur Beschreibung des Metaboloms (69). 

Heutzutage wird das Suffix auch bei der Generierung komplexer mehrdimensionaler 

Daten aus Einzelelementen in anderen medizinischen Forschungsbereichen angewandt 

(70). So auch in der Radiologie, wo Radiomics einen Prozess der Auswertung digitaler 

radiologischer Bilder beschreibt, bei dem eine große Anzahl quantitativer Eigenschaften 

aus den Bildern extrahiert wird (68, 69). Das omics-Konzept trifft in mehreren Aspekten 

auf die quantitative Bildgebung zu, da ein dreidimensionales Bild einerseits mehrere 

Millionen Voxel beinhalten und zudem pathologische Entitäten hunderte von Merkmalen 

wie Größe, Form und Struktur aufweisen können (69). Der extrahierte Datensatz an 

Radiomics-Merkmalen kann anschließend mit anderen Patientendaten kombiniert und 

durch Data-Mining, also der computergestützten systematischen Anwendung 

statistischer Methoden auf große Datenbestände, auf bestimmte Zusammenhänge, 
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Regelmäßigkeiten und Gesetzmäßigkeiten untersucht werden (68, 69). Der 

entscheidende Vorteil von -omics-Datensätzen ist die Möglichkeit der Analyse durch 

Data-Mining zur Hypothesengenerierung und -überprüfung (69). Die Bildmerkmale bzw. 

bildbasierten Biomarker können im Zusammenspiel mit Genomics-Datensätzen oder mit 

anderen -omics-Datensätzen mit klinischen Endpunktergebnissen korreliert werden und 

nach abgeschlossener Analyse zur evidenzbasierten klinischen 

Entscheidungsunterstützung in Bezug auf Diagnose, Einschätzung von Prognose und 

Therapieansprechen sowie Monitoring genutzt werden (69).  

2.5.2. Grundgedanke hinter Radiomics 

Die zugrundeliegende Hypothese von Radiomics besagt, dass quantitative Bildmerkmale 

Informationen über Prozesse und Veränderungen auf zellulärer Ebene beinhalten und 

dass folglich pathophysiologische Vorgänge durch die quantitative Bildanalyse erfasst 

werden können (69, 71). Dies kann auch auf zelluläre pathologische Vorgänge in 

Tumorzellen angewandt werden, was einen entscheidenden Vorteil in der Beurteilung der 

Tumorbiologie darstellt. Die quantitativen Bildmerkmale beziehen sich auf Charakteristika 

wie Form, Größe, Volumen, Gewebestruktur und Signalintensität und liefern ergänzend 

zu den Informationen aus Laboruntersuchungen, klinischen Berichten, Genomics und 

Proteomics zusätzliche Informationen zum Tumorphänotyp und zur Mikroumgebung (69). 

Mittlerweile ist bekannt, dass die Mehrzahl klinisch signifikanter solider Tumore stark 

heterogen in Bezug auf Phänotyp, Proteom und Genom ist (72-75). Außerdem 

unterliegen Tumore Veränderungen im zeitlichen Verlauf, weshalb das Ansprechen auf 

Targeted Therapies in vielen Fällen in monatlichen und nicht in jährlichen Zeitintervallen 

untersucht werden sollte (76-78). Die Heterogenität des Genoms von Tumoren und 

Metastasen innerhalb eines Individuums kann maßgeblich zum Ausbleiben von 

Therapieerfolgen und zu einer Therapieresistenz beitragen (79). Mit Radiomics kann die 

Heterogenität eines Tumors sowie die Heterogenität zwischen verschiedenen Tumoren 

quantitativ erfasst werden (69). Somit stellen die durch Radiomics extrahierten 

Bildmerkmale vorteilhafte potenzielle in-vivo Biomarker dar (71). Sie beziehen sich im 

Gegenteil zu aus Biopsien generierten molekularen in-vitro Biomarkern auf den gesamten 

Tumor, sind hierdurch robuster gegenüber heterogenen Merkmalsausprägungen 

innerhalb des Tumors und ermöglichen zudem Therapiemonitoring und aktive 

Überwachung einer Tumorerkrankung (69, 71). Nicht zuletzt hat die Anwendung von 

Radiomics bei Krebserkrankungen den Vorteil, dass die standardmäßige radiologische 



19 
 

Bildgebung genutzt und diese auch bei fast allen an Krebs Erkrankten durchgeführt wird. 

Zukünftig könnte die routinemäßige Extraktion von Radiomics-Merkmalen Datenbanken 

erheblichen Ausmaßes generieren und die Durchführung von Big Data Analysen 

ermöglichen (69). 

Entsprechend der Hypothese könnte die Heterogenität des Tumorgenoms und dadurch 

bedingte phänotypische Heterogenität durch quantitative Bildgebung darstellbar sein. Die 

Verbindung von Radiomics und Genomics wird durch den Begriff Radiogenomics 

beschrieben und geht von einem Zusammenhang von Bildfeatures mit 

Genexpressionsmustern aus (68, 69, 80). Durch Radiogenomics besteht die Möglichkeit, 

Genexpressionsmuster und Mutationsstatus durch Radiomics-Daten zu erfassen, um die 

klinische Entscheidungsfindung zu unterstützen (69). Dies wurde in Studien der 

Arbeitsgruppe Kuo et al. bestätigt. Sie konnte zeigen, dass eine Kombination von 28 

Bildfeatures ausreicht, um in hepatozellulären Karzinomen 78 % der 

Genexpressionsmuster zu rekonstruieren und so die Zellproliferation, synthetische 

Leberfunktion und Patientenprognose zu erfassen (81). Darüber hinaus stellte sie fest, 

dass Bildfeatures aus kontrastverstärkter MRT von Glioblastomen die Aktivierung 

spezifischer Hypoxie- bzw. Proliferations-Genexpressionsprogramme sowie die 

Überexpression des Epidermal Growth Factor Receptor prognostizieren können, welcher 

einen potenziellen therapeutischen Ansatz bietet (82).  

Grundsätzlich ist zu betonen, dass durch Radiomics-Analysen Korrelationen und keine 

Kausalzusammenhänge ermittelt werden können. Deshalb sollten die gewonnenen 

Erkenntnisse zur Unterstützung bei Entscheidungen dienen, anstatt sie isoliert zu 

betrachten. Beispielsweise kann eine Korrelation mit Genomics- oder anderen -omics-

Datensätzen nicht nur die Auswahl des Ortes der Biopsieentnahme und die Entscheidung 

für oder gegen einen Test auf bestimmte Genveränderungen mitbestimmen, sondern 

auch histopathologische Ergebnisse verifizieren (54, 69). Letzteres ist wichtig, da die 

Fehlerrate der Tumorhistopathologie durch Fehler bei der Biopsieentnahme und durch 

die Objektivität bei der Beurteilung hoch ist (69). Beim Prostatakarzinom beträgt sie bis 

zu 62,8 %, wobei in den meisten Fällen ein zu niedriger Gleason-Score bestimmt wird 

(83, 84).  
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2.5.3. Prozess der Datengewinnung 

Der Radiomics-Workflow umfasst verschiedene Schritte mit unterschiedlichen 

Herausforderungen, die es zu bewältigen gilt (80) und die im Anschluss genauer 

beschrieben werden: a) Bildakquise, b) Identifikation und Segmentation des zu 

untersuchenden Volumens (englisch: Volume of Interest, VOI), c) Extraktion deskriptiver 

Features aus den VOIs, d) Selektion von Features und e) Data-Mining-Analyse der 

Datenbanken zur diagnostischen, prognostischen oder prädiktiven Modellentwicklung 

(69). Eine schematische Darstellung des Workflows ist Abbildung 1 zu entnehmen. 

 

 

Abbildung 1: Schema des Radiomics-Prozesses. Radiomics beginnt mit der Akquise radiologischer Bilder 
(Computertomographie, Magnetresonanztomographie, Positronen-Emissions-Tomographie). In diesen werden 
anschließend Volumes of Interest (VOIs), die z.B. Tumore enthalten, identifiziert und segmentiert. Quantitative 
Features werden von den gerenderten Volumen extrahiert und mit anderen Daten wie z.B. klinischen Daten, Genomics 
und Proteomics ausgewertet. Anhand dieser Daten werden dann durch Data-Mining diagnostische, prognostische oder 
prädiktive Modelle entwickelt. 

 

a) Bildakquise 

Die in medizinischen Bildgebungszentren angewandten Protokolle zur Bildakquise und 

Bildrekonstruktion moderner CT-, MRT- und Positronen-Emissions-Tomografie(PET)-

Bildgebung sind sehr vielfältig und unterliegen keiner Standardisierung (69, 80). So 

variieren die Protokolle je nach Hersteller in Bezug auf Schichtdicke, Pixelgröße, 

Positionierung der zu Untersuchenden und Rekonstruktionsalgorithmus (80). Dies stellt 

ein Problem für die quantitative Bildanalyse dar, weil Abweichungen durch Akquisitions- 

und Rekonstruktionsparameter auftreten können, sodass Vergleiche von 

Untersuchungsergebnissen verschiedener Bildgebungszentren mit unterschiedlichen 
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Scannern erschwert werden (69). In MR-Bildern hängen die Signalintensitäten von einem 

komplexen Zusammenspiel gewebeeigener Eigenschaften wie der Relaxationszeit sowie 

von Akquisitionsparametern ab, weshalb eine alleinige Auswertung der Signalintensitäten 

keinen Informationsgewinn über physikalische Gewebeeigenschaften ermöglicht (80). 

Während quantitative Sequenzen wie DWI, DCE und T1- bzw. T2-Mapping Rückschlüsse 

auf physiologische Gewebeeigenschaften erlauben (s. Kapitel 2.3 und 2.4), bleibt ihre 

Reproduzierbarkeit abhängig von Akquisitionsparametern (80). Als Reaktion auf die 

fehlende Vergleichbarkeit gab es in den letzten Jahrzehnten mehrere Ansätze zur 

Festlegung von Akquise- und Rekonstruktionsstandards im Gebiet der quantitativen 

Bildgebung (69, 80, 85), wobei vor allem das Quantitative Imaging Network (QIN) des 

National Cancer Instituts als Vorreiter für neue bildgebende Verfahren gilt.  

b) Identifikation und Segmentation der Volumes of Interest 

Im Anschluss an die Bildakquise werden VOIs wie Tumore, gesundes Gewebe und 

andere anatomische Strukturen identifiziert (80). In der Onkoradiologie werden 

heterogene Teilvolumina innerhalb eines Tumors, die einen prognostischen Wert haben 

könnten, in radiologischen Berichten oft nicht erfasst. So berücksichtigen komplexe 

Befundungs- und Datensysteme zwar Bilddeskriptoren bzgl. der Textur, aber keine 

Heterogenität (69). Beispielhaft sind hier das PI-RADS für die Prostata (s. Kapitel 2.3) 

sowie ähnliche Systeme zur Befundung von Brust und Lunge zu nennen (60, 86, 87). In 

Radiomics werden heterogene Teilvolumina miterfasst. Anstatt eingangs Annahmen über 

den prognostischen Wert von Merkmalen zu treffen und Daten diesbezüglich zu filtern, 

werden zunächst so viele Daten wie möglich gesammelt und anschließend durch Data-

Mining die Merkmale mit dem höchsten prognostischen Wert identifiziert (69). 

Das Segmentieren der Bilder in VOIs kann entweder manuell durch erfahrene 

Radiolog*innen oder (halb)automatisiert erfolgen und ist der kritischste Schritt des 

Radiomics-Workflows, da die Daten der Features aus den segmentierten VOIs extrahiert 

werden (69). Während physiologische anatomische Strukturen wie Knochenelemente 

und Organe automatisch segmentiert werden können, müssen pathologischen Entitäten 

wie Tumore auf Grund der intra- und intertumoralen Heterogenität manuell beurteilt 

werden (69). Die manuelle Segmentation wird oft als ideale Methode gesehen, bringt 

jedoch eine nicht zu vernachlässigende Variabilität zwischen Untersuchenden (88, 89) 

und einen hohen Arbeitsaufwand mit sich (80). Die Anwendung auf Radiomics-Analysen 
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ist daher oft auf kleine Datensätze limitiert (80). Zur Verbesserung der Reproduzierbarkeit 

und Verringerung der Arbeitslast wurden in den letzten 30 Jahren viele automatische und 

halbautomatische Segmentierungsmethoden für individuellen Bildgebungsverfahren und 

anatomische Regionen entwickelt (69, 80). Allerdings herrscht keine übereinstimmende 

Meinung darüber, welche Metriken zur Evaluierung der Reproduzierbarkeit und 

Konsistenz der Algorithmen genutzt werden sollten (80). So werden die 

Segmentierungsmethoden weiterhin kontrovers diskutiert, wobei zunehmend eine 

computergestützte Kantenerkennung mit anschließender manueller Segmentierung 

eingesetzt wird (69). 

c) Extraktion von Features 

Die Extraktion von hochdimensionalen quantitativen Datensätzen über Bildmerkmale der 

segmentierten VOIs ist der den Radiomics-Workflow definierende Schritt. Sie können 

entweder direkt aus den Bildern extrahiert werden oder aber aus modifizierten Bildern 

nach Anwendung bestimmter Filter und Transformationen (90). Es gibt verschiedene 

Kategorien von Features, von denen die Folgenden für die hier zugrundeliegende 

Fragestellung von besonderer Bedeutung sind: 

1) First-order-Features beschreiben die Verteilung der Werte individueller Voxel ohne 

Berücksichtigung räumlicher Zusammenhänge (69). Sie reduzieren die 

dreidimensionalen Daten des Tumorvolumens auf einzelne Werte deskriptiver 

statistischer Größen wie Median, Mittelwert, Maximum und Minimum sowie auf die 

Uniformität oder Entropie der Bildintensitäten (69, 80). Zudem können Schiefe und 

Kurtosis aus einem Signalintensitäts-Histogramm ermittelt werden, welches den 

prozentualen Anteil an Voxeln (y-Achse) für eine bestimmten Signalintensität (x-Achse) 

abbildet (69, 80). 

2) Shape-based-Features werden aus der dreidimensionalen Oberfläche des 

gerenderten VOIs extrahiert und beschreiben dessen Form. So können wichtige Features 

wie das Volumen, der Oberflächeninhalt sowie das Oberflächen-zu-Volumen-Verhältnis 

berechnet werden (80). Beispielsweise ist letzteres bei einem runden Tumor kleiner als 

bei einem spikulierten Tumor (80). 

3) Matrix-based-Features (auch Second-order-Features) beinhalten Features zur 

Charakterisierung der Textur und werden durch die Berechnung statistischer 

Zusammenhänge benachbarter Voxel ermittelt (90). Sie beschreiben die räumliche 
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Anordnung der Voxel-Signalintensitäten und somit die intratumorale Heterogenität (90). 

Textur-basierte-Features können auf der Grundlage der Grauwertematrix errechnet 

werden, welche die Häufigkeit der einzelnen Intensitätswerte in einem festgelegten 

Abstand in eine bestimmte Richtung angibt (80). In der Praxis finden multiple Methoden 

zur Extraktion von Matrix-basierten Features Anwendung (91, 92). 

4) Higher-order-Features werden durch statistische Methoden entsprechend 1) - 3) 

ermittelt, nachdem die Bilder durch Filter oder mathematische Transformationen 

modifiziert wurden, welche dem Erkennen repetitiver oder nicht-repetitiver Muster, dem 

Hervorheben von Details oder der Rauschunterdrückung dienen (90). Zu den Methoden 

gehören die Fraktalanalyse, das Minkowski-Funktional, die Wavelet-Transformation und 

die Laplace-Transformation von Bildern, auf die ein Gauß-Filter angewandt wurde (69). 

d) Selektion von Features 

Die Menge der Features zur Charakterisierung der VOIs nach Abschluss der Extraktion 

ist vergleichbar mit dem Datenvolumen aus Genexpressionsanalysen und kann durch die 

hohe Komplexität zu Overfitting des zu generierenden Modells an die vorhandenen Daten 

führen (69, 80). Overfitting tritt auf, wenn der Fehler bezüglich der Trainingsdatensätze 

sinkt, während gleichzeitig der Fehler bezüglich der Testdatensätze steigt. Zur 

Vermeidung des Overfittings muss die Dimensionalität des Datensatzes verringert 

werden, wobei die Selektion von reproduzierbaren und nicht redundanten Features sowie 

von Features mit einem möglichst großen Kontrastumfang, also einer hohen Variabilität 

zwischen den Patienten, angestrebt werden sollte (80, 93). Die Herangehensweisen an 

die Selektion der Features sind vielfältig, da jedes Tool eine unterschiedliche Anzahl an 

Features unterschiedlicher Kategorien extrahiert und es keine standardisierte 

Selektionsmethode gibt (90). Eine mögliche Vorgehensweise ist es, zuerst stark 

miteinander korrelierende und damit redundante Features auszuschließen (69). Hierfür 

wird eine Korrelationsmatrix berechnet und Features mit einem Korrelationskoeffizienten 

über einem festgelegten Schwellenwert (z.B. r > 0,95) werden ausgeschlossen (69, 80, 

93). Anschließend können hoch reproduzierbare Features durch Nutzung eines Test-

Retest-Datensatzes und durch Bestimmung des Konkordanzkorrelationskoeffizienten 

selektiert werden (94, 95). Zukünftig könnten Machine-Learning-Algorithmen auf 

komplexe Radiomics-Datensätze angewandt werden, um schwer zu erkennende Muster 

zu identifizieren und so geeignete Features zu selektieren (90). 
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e) Data-Mining-Analyse der Datenbanken zur Modellentwicklung 

Das Ziel von Radiomics ist je nach Anwendungsfall die Verknüpfung der selektierten 

Bildfeatures mit klinischen Daten, Genomics-Profilen, histopathologischen Informationen, 

Serummarkern, Biomarkern und/oder der Krankengeschichte. Nach der Einpflege der 

Daten in eine Datenbank kann diese durch Data-Mining-Analysen auf Grundlage von 

Machine-Learning-Methoden oder statistischen Methoden auf Zusammenhänge 

untersucht werden, um Vorhersagen über eine Ausgabevariable zu treffen (69). Im 

Machine-Learning wird unüberwachtes Lernen (englisch: unsupervised learning) und 

überwachtes Lernen (englisch: supervised learning) unterschieden. Algorithmen des 

unüberwachten Lernens werden mit nicht gelabelten Daten trainiert, das heißt dem 

Modell werden ausschließlich Eingabedaten und keine Ausgabedaten zur Verfügung 

gestellt (80). Der Algorithmus fasst die Eingabedaten zusammen, gruppiert sie oder stellt 

sie graphisch dar und kann so beispielsweise der Selektion von Features dienen (90). Im 

Gegenteil dazu werden überwachte Lernalgorithmen mit gelabelten Daten trainiert. Sie 

verfügen somit über sowohl Eingabe- als auch Ausgabedaten, sodass Vorhersagen 

bezüglich eines bestimmten Ereignisses oder Phänotyps getroffen werden können (80). 

Hierzu gehören auch die in dieser Arbeit angewandten Algorithmen wie Random Forest 

(RF), Stochastic Gradient Boosting (SGB), L2 Regularized Support Vector Machines 

(SVM) sowie K-Nearest Neighbors (KNN). 

2.5.4. Anwendungsgebiete von Radiomics 

Durch Radiomics gewonnene in-vivo Biomarker stellen eine nichtinvasive, schnelle und 

kostengünstige Methode zur Untersuchung phänotypischer Informationen dar, welche die 

personalisierte Medizin maßgeblich vorantreiben könnte (71). Sie können zur klinischen 

Entscheidungsfindung in der Diagnose, Prognose und Therapieauswahl bei 

Krebserkrankungen beitragen: 

Anwendung in der Diagnostik: Verschiedene Studien haben gezeigt, dass Radiomics-

Analysen zur Unterscheidung von Prostatakarzinomen zu benignem Prostatagewebe 

genutzt werden und zusätzliche Informationen zur Tumoraggressivität liefern können (96-

98). Wibmer et al. konnten in einer retrospektiven Studie von 147 Männern mit 

Prostatakarzinomen durch Textur-basierte Features Prostatakarzinome von benignem 

Prostatagewebe in T2-gewichteten Sequenzen und in ADC-Maps abgrenzen (96). In 

einer anschließenden Studie wurden dieselben Features zur Ermittlung des Gleason-
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Grads genutzt und konnten mit einer Genauigkeit von 93 % zwischen einem Gleason-

Score von 6 (3 + 3) und einem Gleason-Score von 7 oder höher unterscheiden sowie mit 

einer Genauigkeit von 92 % zwischen den beiden Gleason-Scores von 7 (4 + 3 und 3 + 

4) (98). Qi et al. entwickelten in einer retrospektiven Studie ein Radiomics-Modell, um das 

Vorliegen eines Prostatakarzinoms bei Männern mit einem erhöhten PSA-Wert zu 

beurteilen und so unnötige Biopsien zu vermeiden (99). Darüber hinaus könnten 

Radiomics-Analysen zur Entscheidungsfindung über den Ort der Biopsie oder Resektion 

beitragen, damit das entnommene Gewebe möglichst viele diagnostische, prognostische 

und prädiktive Informationen enthält (69).  

Anwendung zur Prognosestellung: Durch die Möglichkeit der Darstellung der 

Tumorheterogenität bietet sich eine Anwendung von Radiomics zur Einschätzung der 

Tumoraggressivität und Prognose an (69). Dies wurde bereits für die Evaluation 

verschiedener Tumore gezeigt (81, 82, 100). Aerts et al. entwickelten durch Radiomics-

Analysen einen prognostischen Phänotyp des Lungenzellkarzinoms und konnten diesen 

anschließend auch auf Kopf- und Nackentumore anwenden (71). Dies warf die 

Möglichkeit eines generellen prognostischen Phänotyps auf, der in verschiedenen 

Krebsarten exprimiert wird (71). In einer prospektiven Studie von Vignati et al. wurden bei 

49 Patienten mit Prostatakarzinom durch Radiomics-Analyse Features aus ADC-Maps 

und T2-gewichteten Sequenzen gewonnen, um zwischen einem pathologischen 

Gleason-Score von 6 und 7 oder höher zu unterscheiden (101). Diese Grenze ist 

entscheidend, da Patienten mit einem Gleason-Score von 6 einer Active Surveillance 

unterzogen werden können (101). In Vergleich zu standardmäßigen ADC-Grenzwerten 

mit einer AUC von 0,82 - 0,85 erzielten die Features in ADC- und T2-Maps Werte von 

0,92 - 0,96. Diese und weitere Forschungsergebnisse deuten auf eine mögliche Nutzung 

von Radiomics-Analysen zur Ermittlung der Tumoraggressivität und zur klinischen 

Entscheidungsfindung hin (96-98, 101, 102).  

Anwendung zur Therapieentscheidung: Bildfeatures könnten im Sinne der 

Präzisionsmedizin zur individuellen Vorhersage der zu einem spezifischen Zeitpunkt am 

besten geeigneten Therapie dienen (69). Für das Hepatozelluläre Karzinom konnten 

phänotypische Informationen in CT-Bildern identifiziert werden, die mit einem 

Genexpressionsprogramm korrelieren, welches nach Ansprechen auf eine Doxorubicin-

Gabe durchlaufen wird (103). Bei lokal fortgeschrittenen Mammakarzinomen konnten 

Textur-basierte Features in DCE-Sequenzen in einer Studie von 58 Frauen unterstützend 
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das voraussichtliche Ansprechen auf eine neoadjuvante Chemotherapie vor deren 

Beginn abschätzen (104). Beim Prostatakarzinom könnten Therapieentscheidungen 

entsprechend des durch Radiomics-Analysen ermittelten Gleason-Scores getroffen 

werden. Zhang et al. konnten in einer Studie das Potenzial von auf multiparametrischer 

MRT basierenden Radiomics-Modellen zur Identifizierung von Prostatakarzinomen, die 

im Grading nach einer radikalen Prostatektomie im Vergleich zur Biopsie hochgestuft 

werden, zeigen (54). 

2.5.5. Herausforderungen 

Obwohl die meisten Schritte des Radiomics-Workflows durch spezielle Software-Tools 

unterstützt werden können, sind die Qualitätsprüfung der Eingabedaten, die 

tumorgenaue Segmentierung sowie die Selektion der optimalen Features eine technische 

Herausforderung und gleichzeitig von großer Bedeutung, da sie eine Voraussetzung für 

die Generierung von zuverlässigen und reproduzierbaren Ergebnissen sind (90). Neben 

der technischen Komplexität des Radiomics-Workflows ist das mangelhafte 

Studiendesign von Data-Mining-Analysen und hierbei insbesondere die gleichzeitige 

Hypothesengenerierung und -testung problematisch und schränkt die Reproduzierbarkeit 

von Studienergebnissen ein (69). Die Reproduzierbarkeit von Radiomics-Analysen sollte 

durch einen unabhängigen Datensatz validiert werden, der vorzugsweise aus einer 

anderen medizinischen Einrichtung stammt (69). Im Idealfall sollte eine prospektive 

multizentrische Studie mit dem Radiomics-Biomarker als einen der primären Endpunkte 

zur Bestätigung der Ergebnisse durchgeführt werden (105, 106). Darüber hinaus sollten 

detaillierte Daten zur Klinik und zu Risikofaktoren der Patienten in die Radiomics-Analyse 

einbezogen werden, da diese vor allem in retrospektiven Studien die Bildfeatures durch 

Confounding beeinflussen können (80, 90). Zudem sollten Standards für die 

Durchführung von Radiomics-Studien und für die Veröffentlichung von Ergebnissen in 

der Literatur eingeführt werden, um die Generalisierbarkeit von Studienergebnissen zu 

erhöhen und Metaanalysen zu ermöglichen (69). 

Bei der Bildakquise der konventionellen MRT ist die große Varianz der Akquisitions- und 

Rekonstruktionsparameter und damit der Signalintensitäten zwischen unterschiedlichen 

Geräteherstellern sowie verschiedenen medizinischen Institutionen zu beachten (s. 

Kapitel 2.5.3). So können die Signalintensitäten in zwei nacheinander durchgeführten 

Aufnahmen beim selben Patienten in unveränderter Position mit dem selben Scanner 

und Aufnahmeprotokoll unterschiedliche Werte annehmen (107). Die Abhängigkeit der 
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Radiomics-Features von den numerischen Werten der Signalintensitäten erschwert den 

direkten Vergleich zwischen verschiedenen Patienten und erfordert eine Normalisierung 

der Daten (107). Bestehende Standardisierungsmethoden, die auf Signalintensitäts-

Histogrammen basieren, konnten die Variation der durchschnittlichen Bildintensitäten 

innerhalb einer gewebsspezifischen Region in verschiedenen Studien unter Nutzung 

unterschiedlicher Scanner signifikant reduzieren (108, 109), finden aber gegenwärtig auf 

Grund der Komplexität der Normalisierungsmethoden und mangelnder Erfahrungswerte 

noch keine Anwendung in Radiomics. Anders verhält es sich bei quantitativer Bildgebung 

wie den Mapping-Sequenzen, welche hoch reproduzierbar sind (55) und somit die 

Generalisierbarkeit der Radiomics-Analyse verbessern könnten. 

Die statistische Power von prädiktiven, auf Radiomics basierenden Modellen ist 

maßgeblich von der Größe der verwendeten Datenmenge abhängig (69). Die meisten 

publizierten Studien weisen eine kleine Fallzahl auf, da die Erfassung von großen, 

qualitativ hochwertigen Datensätzen aus retrospektiven Daten zeitaufwändig ist. So 

betrug die retrospektive Datenerhebung in einer Studie von Gillies et al. drei Stunden pro 

Patient (69). Die Durchführung von multizentrischen Studien zur Erhöhung der 

statistischen Power, das Zusammenfassen der veröffentlichten Studien in Form von 

Metaanalysen sowie die Validierung von Forschungsergebnissen durch 

institutionenexterne Daten erfordert die gemeinsame Nutzung von Bilddaten und 

Metadaten über mehrere Standorte hinweg und ist die größte Herausforderung bei der 

Etablierung von Radiomics-Modellen als Biomarker (69, 80, 90). Um dies zu 

gewährleisten, müssen sich multiinstitutionale, nationale oder internationale 

Zusammenschlüsse auf zentralisierte oder dezentralisierte Netzwerke zum Teilen von 

Daten einigen (69). Hierfür gibt es bereits einige Lösungsansätze wie The Cancer 

Genome Atlas (TCGA) (110), welcher umfassende multidimensionale Genomics-Daten 

und klinische Annotationen von mehr als 30 Krebsarten enthält, sowie das Cancer 

Imaging Archive (111), welches die Bilddaten von Patienten der TCGA zur Verfügung 

stellt. Zukünftig sollten Bilddaten und Metadaten für Radiomics-Analysen prospektiv und 

unter Einhaltung von Standards als Teil eines strukturierten Berichts von elektronischen 

Krankenaktensystemen erhoben werden, um Datenverluste zu reduzieren und den 

Prozess effizienter zu gestalten (69). 
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2.6.  Fragestellung 

In dieser Arbeit wird der Nutzen von Radiomics-Analysen von MRT-Datensätzen zur 

Diagnostik des Prostatakarzinoms untersucht. Dabei wird eine retrospektive Studie 

vorgestellt, in der eine neuartige Radiomics-Analyse zur Bestimmung des Gleason-

Scores beim PCa entwickelt und validiert wird, welche Image Augmentation und Features 

aus dem quantitativen T1-Mapping verwendet (112). Zur Einteilung des Gleason-Scores 

wurden entsprechend der Risikogruppeneinteilung nach d’Amico die Gruppen GS = 6, 

GS = 7 und GS ≥ 8 festgelegt. 

Im Rahmen der vorliegenden Untersuchung wurden MRT-Datensätze der Prostata für 

die Entwicklung von Computer-basierten Algorithmen analysiert und segmentiert, um 

folgende Fragestellungen zu beantworten: 

1. Können mit Hilfe von Radiomics spezifische Merkmale von Tumorgraden in den 

quantitativen Bildfeatures der biparametrischen MRT (ADC und T2WI) identifiziert 

werden, um zwischen Prostatakarzinomen mit einem Gleason-Score von 6, 7 und 

≥ 8 zu unterscheiden? 

2. Inwieweit können Features aus dem T1-Mapping zur Unterscheidung zwischen 

Prostatakarzinomen mit einem Gleason-Score von 6, 7 und ≥ 8 beitragen? 
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3.  Material und Methoden 

 

3.1.  Studienpopulation 

Die Studienkohorte der Querschnittsstudie umfasste zu Anfang der Untersuchung 69 

Patienten mit histopathologisch bestätigtem PCa. Die beschrieben Patientengruppe 

erhielt zwischen Februar 2016 und Februar 2020 eine bpMRT-Untersuchung und ein 

zusätzliches T1-Mapping in 3-Tesla Kernspintomographen an der Charité – 

Universitätsmedizin Berlin. Es wurden nur Patienten eingeschlossen, die eine 

histopathologische Diagnose eines PCas unter Angabe des Gleason-Scores sowie eine 

MRT-Untersuchung mit Verwendung von T2-gewichteter Sequenz, DWI und T1-Mapping 

erhalten hatten. Außerdem durften zwischen dem Zeitpunkt der MRT-Untersuchung und 

dem der gezielten Biopsie durch MRT-Ultraschall-Fusion nicht mehr als drei Monaten 

liegen, um die Aktualität des histopathologischen Befunds zu gewährleisten. Patienten, 

die allgemeine Kontraindikationen für die MRT-Untersuchung wie Herzschrittmacher, 

Cochlea-Implantate und Klaustrophobie aufwiesen, wurden von der Studie 

ausgeschlossen. Zudem galt eine eingeschränkte Bildqualität oder keine in den MRT-

Bildern auffindbare Läsion als Ausschlusskriterium. Insgesamt wurden 3 Patienten auf 

Grund einer mangelhaften Bildqualität von der Studie ausgeschlossen, sodass die 

anschließende Radiomics-Analyse anhand von Bildern von 66 Männern durchgeführt 

wurde. Die MRT-Aufnahmen wurden retrospektiv identifiziert und die klinischen Daten 

der jeweiligen Patienten in eine Datenbank eingepflegt. Ein Ethikantrag mit der 

Referenznummer EA1/076/16 wurde im Voraus durch die Ethikkommission bewilligt. 

 

3.2.  MRT-Untersuchung 

Die MRT-Untersuchungen wurden in der oben genannten Zeitspanne anhand von zwei 

verschiedenen hausinternen 3-Tesla Kernspintomographen (Siemens Magnetom Skyra 

und Vida, Erlangen) unter Verwendung von pelvinen Surface-Phased-Array-Spulen 

durchgeführt. Um Artefakten durch Luft oder Stuhl im Rektum vorzubeugen, wurden die 

Patienten gebeten, vor der Untersuchung ihr Rektum zu leeren (113). 

Die MRT-Protokolle der T2WI und DWI entsprachen den Empfehlungen aktueller 

Leitlinien. Die Sequenzparameter der axialen, sagittalen und koronaren T2WI waren: 
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Anzahl an Schichten 24, Voxelgröße 0,52 x 0,47 x 3,00 mm³, Sichtfeld 180 x 180 mm, 

Echozeit / Repetitionszeit 116 ms / 4040 ms, Turbofaktor 25, Kippwinkel 160° und 

Gesamtakquisitionszeit 3 Minuten und 56 Sekunden. 

Für die axiale DWI waren die Sequenzparameter: Anzahl der Schichten 23, Voxelgröße 

1,4 x 1,4 x 3,0 mm³, Sichtfeld 220 x 220 mm, Echozeit / Repetitionszeit 61 ms / 4400 ms, 

b-Werte 5, 100, 500, 1000 s/mm³ und Gesamtakquisitionszeit 5 Minuten und 5 Sekunden. 

Mit Hilfe einer auf dem MRT-Scanner vorinstallierten Software (Version VE11A) wurden 

ADC-Maps berechnet. Hierfür wurden b-Werte von 50 und 1000 s/mm³ sowie Bilder mit 

b-Werten von 1400 s/mm³ genutzt.  

Für das T1-Mapping wurde die von Messroghli et al. weiterentwickelte MOLLI-Sequenz 

verwendet (s. Kapitel 2.4) (58). 

 

 

Abbildung 2: Schematische Darstellung der MOLLI Sequenz (58). Drei Messungen (LL1, LL2, LL3) wurden 
nacheinander mit unterschiedlichen Inversionszeiten (TI) nach einem 180° Inversionsimpuls durchgeführt (obere 
Abbildung). Zur Berechnung der T1-Relaxationszeit wurden die Bilder entsprechend ihrer Inversionszeit geordnet 
(untere Abbildung). MOLLI = Modified Look-Locker Inversion-Recovery. 
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Hierbei wurden nach einem 180° Inversionsimpuls nacheinander drei Sätze von Look-

Locker-Messungen (LL1, LL2 und LL3) mit zunehmender Inversionszeit (englisch: 

inversion time, TI) durchgeführt (s. Abbildung 2). Die Messungen erfolgten EKG-

getriggert in der Enddiastole und innerhalb eines Atemzuges. Entsprechend dem 

Schema 3(3)3(3)5 wurden nach einem 180° Inversionsimpuls jeweils 3, 3 und 5 

Einzelmessungen durchgeführt, welche zur Wiederherstellung der Magnetisierung von 

einer Ruhephase mit variabler Dauer je nach Herzfrequenz des Patienten von 

mindestens 4 s gefolgt waren. Während die Inversionszeit von LL1 100 ms betrug, waren 

die Inversionszeiten von LL2 mit 200 ms und LL3 mit 350 ms leicht versetzt, um 

zusätzliche Punkte entlang der Inversion-Recovery-Curve zu erfassen. Anschließend 

wurden die Bilder entsprechend der Inversionszeit sortiert und die Signalintensitäten der 

einzelnen Pixel der Inversion-Recovery-Curve hinzugefügt. Anhand der exponentiellen 

Funktion der Inversion-Recovery-Curve konnte anschließend die T1-Relaxationszeit 

berechnet werden, bei der definitionsgemäß 63 % der ursprünglichen 

Längsmagnetisierung wieder erreicht sind. 

Die einzelnen Bilder der Sequenzen wurden nacheinander mit folgenden 

Sequenzparametern generiert: Anzahl der Schichten 20, Voxelgröße 1,3 x 1,3 x 3,0 mm³, 

Sichtfeld 281 x 281 mm, Echozeit / Repetitionszeit 2,45 ms / 808,6 ms, Kippwinkel 35° 

und Gesamtakquisitionszeit 4 Minuten und 28 Sekunden. Die farbkodierten T1-Maps 

wurden automatisch pixelweise berechnet und nach der Akquise in multiplen Schichten 

unter Verwendung einer benutzerdefinierten 12-Bit Look-Up-Tabelle angezeigt. 

 

3.3.  Histopathologische Untersuchung 

Das Vorliegen eines PCas wurde durch die histopathologische Untersuchung einer 

systematischen sonographiegesteuerten Prostatabiopsie bestätigt, wobei bei Angabe 

mehrerer Grade der höhere Grad gewählt wurde. Patienten mit Läsionen, die in der 

radiologischen Befundung einen PI-RADS-Score ≥ 3 aufwiesen und karzinomverdächtig 

oder nicht eindeutig waren, erhielten zusätzlich eine gezielte MRT/TRUS-fusionierte 

Biopsie der Läsionen (114). Anschließend wurden die Stanzbiopsien durch erfahrene 

hausinterne Uropatholog*innen nach aktuellen Empfehlungen feingeweblich 

aufgearbeitet und befundet. Hierbei wurde der Tumorgrad entsprechend den aktuellen 

Empfehlungen der ISUP zum Grading des Prostatakarzinoms bestimmt (3).  
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3.4.  Evaluation und Segmentation der Bilder 

Die biparametrischen MRT-Bilder wurden entsprechend der zweiten PI-RADS-Version 

durch zwei Radiolog*innen mit 4 bzw. 5 Jahren Erfahrung in urogenitaler Radiologie 

klassifiziert (113). Fälle mit unklaren Befunden oder nicht eindeutigen PI-RADS-Scores 

wurden erneut evaluiert und mit dem schriftlichen radiologischen Befund abgeglichen. 

Anschließend wurden die T2-gewichteten Sequenzen, ADC-Maps und T1-Maps manuell 

segmentiert. Hierbei wurden als VOIs Läsionen, deren Wahrscheinlichkeit für das 

Vorliegen eines klinisch signifikanten Prostatakarzinoms unklar oder wahrscheinlich bis 

sehr wahrscheinlich war (PI-RADS ≥ 3), sowie die Transitionalzone und die periphere 

Zone identifiziert und pixelweise manuell segmentiert (s. Abbildung 3). Für die 

Segmentation wurde die Open Source Software „ITK-SNAP“ (www.itk-snap.org) genutzt. 

Anschließend wurden nach Rücksprache mit den Radiolog*innen bei Bedarf Korrekturen 

an den Annotationen vorgenommen. Die Annotationen und MRT-Bilder wurden als 

DICOM-Serien auf einem Netzwerk der hausinternen IT-Abteilung gespeichert. 
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Segmentierung der Bilder: 

 

                    T2WI                             ADC-Maps                          T1-Maps 

       

       

 

 

 

  3D-Ansicht: 

 

 

Abbildung 3: Manuelle Segmentierung der axialen T2-gewichteten Sequenzen (T2WI), Apparent-Diffusion-
Coefficient-Maps (ADC-Maps) und T1-Maps. Die periphere Zone, die Transitionalzone und die Tumorläsion wurden 
pixelweise segmentiert.  
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3.5.  Augmentation der Bilder und Extraktion der Features 

Nach der Akquise und Segmentierung der MRT-Bilder erfolgte zunächst eine Korrektur 

der Daten, um niederfrequente Unregelmäßigkeiten in der Signalintensität 

auszugleichen. Bei den Unregelmäßigkeiten handelt es sich um anatomisch irrelevante 

Intensitätsschwankungen, welche durch die Wahl der Radiofrequenzspule, die 

Pulssequenz sowie durch die Geometrie des abgebildeten Gewebes selbst entstehen 

können. Sie stellen einen potenziellen Störfaktor bei der Radiomics-Analyse dar (115). 

Die Korrektur dieses Verstärkungsfeld-Bias erfolgte durch den „N4ITK“-Algorithmus, eine 

Variante des standardmäßig genutzten N3-Algorithmus (116). 

In dem folgenden Radiomics-Workflow wurden zusätzlich zu den Originalbildern 

augmentierte Bilder analysiert (s. Abbildung 5). Das Augmentieren von Bilddaten ist 

gleichzusetzen mit der Generierung neuer Bilddaten durch das Variieren existierender 

Bilddaten. Diese Methode wird bei einigen Machine-Learning-Modellen angewandt, um 

die Genauigkeit des Vorhersagemodells zu verbessern sowie um Overfitting zu 

vermeiden (117). Für das Augmentieren der Bilder wurden die Open-Source-

Programmbibliotheken „Pytorch“ und „fastai“ verwendet (118, 119). Dabei wurden die 

MRT-Bilder und Annotationen zunächst mit Hilfe der Software „SimpleITK“ im DICOM-

Format geladen (120) und in 3D-Volumina konvertiert, welche anschließend durch eine 

Transformationspipeline in „Pytorch“ und „fastai“ in Torch-Tensoren konvertiert wurden. 

Die Transformationspipeline bestand aus der Kombination vier unterschiedlicher 

Transformationen a), b), c) und d) (s. Abbildung 4). Dabei wurden nicht alle vier 

Transformationen auf jedes Bild angewandt, sondern jede Transformation per 

Zufallsprinzip mit einer jeweiligen Wahrscheinlichkeit von 0,25. Die einzelnen Sequenzen 

einer MRT-Untersuchung (T1-Mapping, T2WI und DWI) durchliefen die Pipeline 

unabhängig voneinander, sodass mit einer Wahrscheinlichkeit von 97 % eine neues 

MRT-Bild am Ende eines Durchlaufs entstand. Insgesamt erfolgten zehn Durchläufe des 

Augmentationsprozesses pro ursprünglichem MRT-Bild, was in etwa einer 

Verzehnfachung der Anzahl der MRT-Bilder entsprach. 
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Abbildung 4: Entscheidungsbaum innerhalb der Transformationspipeline, hier für das T1-Mapping. Die 
Wahrscheinlichkeit für die Entscheidung für die Anwendung einer Transformation a), b), c) bzw. d) betrug jeweils 0,25. 
Die einzelnen Sequenzen einer MRT-Untersuchung (T1-Mapping, T2WI und DWI) durchliefen die Pipeline unabhängig 
voneinander. Insgesamt durchlief jedes Originalbild die Transformationspipeline zehn Mal, sodass die Anzahl der MRT-
Bilder in etwa verzehnfacht wurde. 

 

Die angewandten Transformationen waren: 

 

a) Zufällige Modifizierung von Helligkeit und/oder b) Kontrast 

Die Helligkeit und der Kontrast wurden durch folgende Transformation verändert, in 

welcher 𝑥𝑖 den Wert eines individuellen Voxels an der Position 𝑖 in der 3D-Voxelmatrix 

beschreibt:  

𝑥 = 𝑎 ∙ 𝑥𝑖 + 𝑏                                   [1] 

Eine Modifizierung des Gesamtbildkontrasts wurde durch eine Veränderung von 𝑎 und 

eine Modifizierung der Bildhelligkeit durch eine Veränderung von 𝑏 erreicht. Um den 

Wertebereich der Voxel konstant zu halten, wurden Voxelwerte, die nach der 

Transformation über dem ursprünglichen maximalen Wert oder unter dem ursprünglichen 

minimalen Wert lagen, auf der Höhe des maximalen bzw. minimalen Wertes festgesetzt. 

Für jedes diese Transformation durchlaufende Bild wurden 𝑎 und 𝑏 neu gewählt. 

 

T1-Mapping

kein a)

kein b)

kein c)
kein d)

d)
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d)

b)
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c) Hinzufügen von Gauß’schem Rauschen 

Zum Hinzufügen von zufälligem Gauß’schen Rauschen wurde ein Volumenobjekt 𝐴𝐺𝑎𝑢ß 

gebildet, dessen Größe der des 3D-Volumens der segmentierten Bilder 𝐵𝑎𝑙𝑡 entsprach 

und welches aus zufällig generierten Gleitkommazahlen mit einem Mittelwert von 0 und 

einer Standardabweichung von 1 bestand. Anschließend wurde das neu generierte 

Volumen mit dem Faktor 𝑠 =
1

100
 skaliert, voxelweise mit dem 3D-Volumen der MRT-

Bilder 𝐵𝑎𝑙𝑡 multipliziert und schließlich zu diesem addiert, um das transformierte Bild 𝐵𝑛𝑒𝑢  

zu erzeugen: 

𝐵𝑛𝑒𝑢 = 𝐵𝑎𝑙𝑡 (1 + 𝑠𝐴𝐺𝑎𝑢ß)                                              [2] 

 

d) Perspektivische Verzerrung 

Bei der manuellen Segmentierung entstehen oft kleine Abweichungen, wodurch die 

Grenzen der Annotation oft nicht den genauen Grenzen des Tumors entsprechen. Um 

diese Ungenauigkeiten bei der Segmentierung zu simulieren, wurden die Bilder 

perspektivisch verzerrt. Hierfür wurde ein quellenfreies Vektorfeld generiert. 

Anschließend wurde das Vektorfeld genutzt, um das 3D-Volumen zu verzerren, indem 

die ursprünglichen Positionen der Voxel leicht verändert wurden. 

 

Die Extraktion von Features erfolgte mit Hilfe von Python und der Open-Source-

Programmbibliothek „PyRadiomics“. „PyRadiomics“ wurde entwickelt, um ein 

Standardwerkzeug für die Radiomics-Community bereitzustellen und so die 

Reproduzierbarkeit und Vergleichbarkeit von Radiomics-Ergebnissen zu verbessern 

(121). Zum Laden der MRT-Bilder in „PyRadiomics“ wurde „SimpleITK“ genutzt. Die 

Extraktion der Features wurde jeweils vor und nach der Bildaugmentation durchgeführt. 

Insgesamt wurden 1390 Features aus jedem 3D-Volumen extrahiert. 

Unter den 1390 Features waren 18 First-order-Features, 14 Shape-based-Features, 68 

Matrix-based-Features und 1290 Higher-order-Features. Higher-order-Features sind per 

Definition Features, welche nach der Anwendung eines Bildfilters aus den Bildern 

extrahiert werden. Zur Generierung der Higher-order-Features wurden in der 

durchgeführten Radiomics-Analyse 15 verschiedene Filter auf die Bilder angewandt. 
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Anschließend wurden die gleichen 18 First-order-Features und 68 Matrix-based-Features 

extrahiert, welche bereits vor der Anwendung der Filter extrahiert wurden. Somit ergaben 

sich 1290 Higher-order-Features. Shape-based-Features beschreiben die Morphologie 

des Tumors und wurden deshalb nur aus den ungefilterten Bildern extrahiert. 

In der Radiomics-Analyse dient die Nutzung von Filtern zur Extraktion von Higher-order-

Features dem Hervorheben bestimmter Bildeigenschaften (69). Die in dieser Radiomics-

Analyse angewandten Filter waren Wavelets, Laplacian-of-Gaussian(LoG)-Filter und ein 

Logarithmus-Filter. Durch die Veränderung der Parameter dieser Filtertypen wurden 

insgesamt 15 verschiedene Filter angewandt. 

Der Wavelet-Filter filtert bestimmte Texturinformationen, indem er das Originalbild in 

niedrige und hohe Frequenzen mit unterschiedlichen Auflösungen zerlegt (122). Hierfür 

werden Tiefpassfilter und Hochpassfilter auf das Bild angewandt. Tiefpassfilter lassen nur 

niedrigfrequente Komponenten eines Signals passieren. Hochpassfilter lassen nur 

hochfrequente Komponenten durch und können genutzt werden, um horizontale, 

vertikale und diagonale Kanten zu betonen (122). Durch den Wavelet-Filter können 

Features bestimmter Frequenzbereiche extrahiert werden, sodass diese Informationen 

über die Textur eines Tumors liefern können (71). In „PyRadiomics“ werden in der 

axialen, transversalen und frontalen Ebene jeweils acht Zerlegungen generiert, wobei in 

jeder der drei Ebenen alle möglichen Kombinationen eines Hoch- und Tiefpassfilters 

möglich sind. Die Größe der acht Zerlegungen entspricht dem Originalbild, sodass die 

ursprünglichen Tumorgrenzen direkt auf die Zerlegungen nach der Wavelet-

Transformation angewandt werden können (71). Auf Wavelets basierende Features 

wurden bereits in vielen Studien für die Klassifizierung von gesundem Gewebe sowie von 

Tumoren verwendet (122-127). 

Der LoG-Filter dient der Detektion von Kanten und kann zur Hervorhebung der 

Tumorgrenzen genutzt werden (128). Er setzt sich aus zwei verschiedenen Schritten 

zusammen: Zuerst wird das Bild durch die Nutzung eines Gauß’schen Kernels geglättet. 

Anschließend werden Bereiche mit schnellen Veränderungen der Grauwerte durch die 

Anwendung einer Laplace-Transformation hervorgehoben, was vor allem zu einer 

Hervorhebung von Kanten führt (121, 129).  

Der Logarithmus-Filter in „PyRadiomics“ berechnet aus dem Originalbild den 

Logarithmus des Absolutwerts + 1 und skaliert die resultierenden Werte anschließend auf 
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den Bereich des Originalbildes. Dabei werden negative Originalwerte nach Anwendung 

des Filters wieder negativ gemacht (121). Durch den Logarithmus-Filter wird eine kleine 

Spannbreite niedriger Werte im Originalbild auf eine größere Spannbreite im gefilterten 

Bild abgebildet, während die höheren Werte des Originalbilds im gefilterten Bild 

komprimiert werden. 
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Abbildung 5: Prozess der Datengewinnung. Aus 66 MRT-Bildern wurden ein Trainingsdatensatz (80 %) und ein 
Testdatensatz (20 %) gebildet. Mit den Bildern des Trainingsdatensatzes wurde die zehnfache Augmentation der Bilder 
durchgeführt. Anschließend wurden 1390 Features pro Bild extrahiert. Die Selektion der Features erfolgte anhand der 
Originalbilder und wurde auf die augmentierten Bilder übertragen. Mit Hilfe des Trainingsdatensatzes wurden drei 
verschiedene Modelle trainiert, die anschließend durch den Testdatensatz evaluiert wurden. MRT = 
Magnetresonanztomographie. 
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3.6.  Selektion der Features 

Zur Selektion der Features wurden die Programmiersprache „R“ (Version 3.7) und das 

Paket „tidyverse“ genutzt (130, 131). Hierfür wurden die extrahierten Features vorerst mit 

den klinischen Daten der Patienten kombiniert und entsprechend de Gleason-Scores 

gruppiert. Anschließend wurde aus 20 % der Originalbilder ein balancierter Testdatensatz 

gebildet, indem per Zufallsprinzip aus jeder Gruppe Bilder ausgewählt wurden. Die 

restlichen 80 % bildeten den Trainingsdatensatz. 

Nach der Einteilung in den Test- und Trainingsdatensatz wurden geeignete Features aus 

der Gesamtmenge an 1390 Features ausgewählt. Dies erfolgte ausschließlich anhand 

der Originalbilder. Hierfür wurden stark korrelierende Features im Trainingsdatensatz 

identifiziert, indem für die Features der Originalbilder eine Korrelationsmatrix erstellt 

wurde. Features mit einem Korrelationskoeffizienten r > 0,75 wurden aus der Radiomics-

Analyse ausgeschlossen. Anschließend wurden die in den Originalbildern identifizierten 

stark korrelierenden Features auch aus den augmentierten Bildern ausgeschlossen. 

Insgesamt wurde so die Anzahl der Features von 1390 auf 314 für die T2-gewichtete 

Sequenz, 280 für T1-Maps und 282 für ADC-Maps reduziert. 

 

3.7.  Vorhersagemodelle 

Mit Hilfe des Trainingsdatensatzes wurden Vorhersagemodelle zur Prognose des 

Gleason-Scores trainiert und anschließend durch den Testdatensatz evaluiert. Die 

Modelle sollten zwischen den drei binären Klassifikatoren eines Gleason-Scores = 6 vs. 

> 6, eines Gleason-Scores = 7 vs. ≠ 7 und eines Gleason-Score ≥ 8 vs. < 8 unterscheiden. 

Das Erstellen der Modelle erfolgte in „R“ unter Verwendung des Pakets „caret“ (132). Die 

verwendeten Algorithmen waren Random Forest (RF), Stochastic Gradient Boosting 

(SGB), L2 Regularized Support Vector Machines (SVM) sowie K-Nearest Neighbors 

(KNN).  

Mit jedem der vier Algorithmen wurden mit Hilfe des Trainingsdatensatzes drei 

verschiedene Modelle trainiert: 

1) Zunächst wurde mit den Features der Originalbilder ein Basismodell generiert, mit 

welchem die anderen Modelle im Anschluss verglichen werden konnten. Zur 
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wiederholten Kreuzvalidierung wurden willkürlich 15 % der Daten zur Bildung 

eines Validierungsdatensatzes selektiert. 

 

2) Anschließend wurde mit jedem Algorithmus ein Modell mit den Features der 

augmentierten Bilder trainiert. Dabei wurden die Features der Originalbilder zur 

Validierung genutzt. 

 

3) Zur Beurteilung der prognostischen Aussagekraft von T1-Maps wurden im 

Anschluss daran alle Features aus den T1-Maps exkludiert und ein weiteres 

Modell anhand der verbleibenden Features aus den augmentierten Bildern 

trainiert. Die Kreuzvalidierung wurde wiederum mit den Features der Originalbilder 

durchgeführt.  

 

3.8.  Statistische Analyse 

Die deskriptive Analyse der Studienpopulation wurde mit Hilfe von „IBM SPSS 

Statistics 27.0“ durchgeführt. Sämtliche ermittelten Gruppenergebnisse der Trainings- 

und Testdaten wurden als Mediane mit Angabe des Interquartilsabstands (IQA) 

angegeben. Die Populationen der drei Gruppen unterschiedlicher Gleason-Scores 

(GS = 6, GS = 7 und GS ≥ 8) wurden auf Unterschiede bzgl. klinischer und 

demographischer Eigenschaften untersucht. Dies wurde gesondert für den Trainings- 

und Testdatensatz durchgeführt. Hierfür wurde auf Grund der kleinen Fallzahlen der 

Kruskal-Wallis-Test auf metrische Messgrößen wie Alter, Größe, Gewicht, 

Nierenfunktionsparameter, PSA-Wert und PSA-Dichte sowie auf ordinal skalierte 

Messgrößen wie den Charlson-Komorbiditätsindex und den PI-RADS-Score angewandt. 

Ein möglicher Unterschied zwischen den beiden Gruppen bezüglich der Lokalisation des 

Prostatakarzinoms wurde mit Hilfe des exakten Fisher-Tests untersucht. Das 

Signifikanzniveau lag für alle Tests bei 0,05. 

Um die Generalisierbarkeit und Genauigkeit der vier trainierten Modelle zu bestimmen, 

wurden die Modelle durch den Testdatensatz evaluiert. Da zur Prognose des Gleason-

Scores ein One-Against-All-Ansatz genutzt wurde, ergab sich eine Prädiktionsmatrix von 

m x 3, in der m die Anzahl der Beobachtungen im Testdatensatz (Anzahl der Patienten) 

und die drei Spalten die binären Klassifikatoren eines Gleason-Scores von = 6 vs. > 6, 
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= 7 vs. ≠ 7 und ≥ 8 vs. < 8 beschreiben. Um einen ternären Klassifikator des Gleason-

Scores mit den Ausprägungen 6, 7 und ≥ 8 zu erhalten, wurde die Prädiktionsmatrix zu 

einem einzigen Vektor reduziert. Hierzu wurde eine Argmax-Funktion auf jede Zeile der 

Matrix angewandt und die Spalte, in der das Maximum einer Zeile und damit die höchste 

Wahrscheinlichkeit der Ausprägung eines Klassifikators lag, als finale Prognose 

bestimmt. Das SVM-Modell war eine Ausnahme, da dieses die Objekte in eine der zwei 

Klassen einteilt und keine Wahrscheinlichkeiten für die Ausprägung eines Klassifikators 

generiert werden können. Aus diesem Grund wurde der höchste prognostizierte Gleason-

Score der drei Klassifikatoren als finale Prognose ausgewählt.  

Zur Beurteilung des ternären Klassifikators wurde eine 3 x 3 Wahrheitsmatrix erstellt, 

durch welche die Gesamtgenauigkeit sowie die klassenspezifische Sensitivität, Spezifität 

und Genauigkeit berechnet wurden. Mit Hilfe des R-Pakets „pROC“ (133) wurden die 

Receiver-Operating-Characteristic-(ROC)-Kurven und die entsprechende AUC-Kurve 

ermittelt. Als Signifikanzniveau wurde 0,05 festgelegt.  

 

  



43 
 

4.  Ergebnisse 

 

4.1.  Demographische und klinische Daten 

Die durchgeführte Radiomics-Analyse umfasste MRT-Bilder von 66 Männern mit einem 

histopathologisch bestätigten Prostatakarzinom. Die Studienpopulation wurde in einen 

Trainingsdatensatz mit 54 Patienten (80 %) und einen Testdatensatz mit 12 Patienten 

(20 %) aufgeteilt. Eine Gegenüberstellung der demographischen und klinischen 

Eigenschaften der drei verschiedenen Gruppen mit einem Gleason-Score von 6, 7 und 

≥ 8 ist den Tabellen 3 und 4 zu entnehmen.  

Im Trainingsdatensatz wiesen 16 PCa-Patienten (29,6 %) einen Gleason-Score von 6, 

24 (44,5 %) einen Gleason-Score von 7 und 14 (25,9 %) einen Gleason-Score von ≥ 8 

auf. Im Testdatensatz zeigte die histopathologische Untersuchung bei 4 Patienten 

(33,3 %) einen Gleason-Score von 6, bei 5 Patienten (41,7 %) einen Gleason-Score von 

7 und bei 3 Patienten (25,0 %) einen Gleason-Score von ≥ 8.  

Zur Zeit der erhobenen Befunde betrug das mediane Alter der Studienpopulation des 

Trainingsdatensatzes 71 Jahre (IQA 8 Jahre). Dieses lag in der Studienpopulation des 

Testdatensatzes bei 74 Jahren (IQA 12 Jahre). Bei einem Signifikanzniveau von 0,05 

ergab sich in beiden Datensätzen kein statistisch signifikanter Unterschied zwischen dem 

Durchschnittsalter der drei Gruppen unterschiedlicher Gleason-Scores (p = 0,477 bzw. 

p = 0,430). Die PCa-Läsion im MRT lag in 89 % der Population des Trainingsdatensatzes 

und in 67 % der Population des Testdatensatzes in der peripheren Zone. In den restlichen 

Fällen befand sich das PCa in der Transitionalzone. Auch hier zeigte sich in beiden 

Datensätzen kein statistisch signifikanter Unterschied zwischen den drei Gruppen 

unterschiedlicher Gleason-Scores (p = 0,126 bzw. p = 0,333). Keiner der Patienten wies 

multiple maligne Läsionen im MRT auf.  

Die Evaluation der MRT-Bilder nach PI-RADS 2 ergab in der Studienpopulation des 

Trainingsdatensatzes einen Score von 3 bei einem Patienten (1,9 %), einen Score von 4 

bei 21 Patienten (38,9 %) und einen Score von 5 bei 32 Patienten (59,2 %). Im 

Testdatensatz wiesen keine Patienten einen PI-RADS von 3, 4 Patienten (33,3 %) einen 

PI-RADS von 4 und 8 Patienten (66,7 %) einen PI-RADS von 5 auf. Zwischen den drei 

Gruppen verschiedener Gleason-Scores bestand sowohl im Trainings- als auch im 
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Testdatensatz ein statistisch signifikanter Unterschied (p = 0,003 bzw. p = 0,01). Dies ist 

darauf zurückzuführen, dass der PIRADS-Score mit dem Gleason-Score korreliert (134). 

 

Tabelle 3: Demographische und klinische Eigenschaften der Population des Trainingsdatensatzes 

Variable  Gleason- 

Score = 6 

(n = 16) 

Gleason- 

Score = 7 

(n = 24) 

Gleason- 

Score ≥ 8 

(n = 14) 

Gesamter 

Trainings-

datensatz 

(n = 54) 

Alter (Jahre) 70 (IQA 7) 71 (IQA 13) 72 (IQA 10) 71 (IQA 8) 

p = 0,477 

Ort der Läsion im MRT (%) 

    Periphere Zone 

    Transitionalzone 

 

 

12 (75,0) 

4 (25,0) 

 

23 (95,8) 

1 (4,2) 

 

13 (92,9) 

1 (7,1) 

 

48 (88,9) 

6 (11,1) 

p = 0,126 

Evaluation im MRT (%) 

    PI-RADS 3  

    PI-RADS 4  

    PI-RADS 5 

 

1 (6,3) 

10 (62,5) 

5 (31,2) 

 

0 (0,0) 

10 (41,7) 

14 (58,3) 

 

0 (0,0) 

1 (7,1) 

13 (92,9) 

 

1 (1,9) 

21 (38,9) 

32 (59,2) 

p = 0,003 

Prostatavolumen (ml) 42,4 (IQA 

21,7) 

41,3 (IQA 

40,6) 

37,6 (IQA 

36,6) 

42,4 (IQA 

34,1) 

p = 0,813 

PSA-Wert (ng/ml) 7,0 (IQA 

2,5) 

9,1 (IQA 

7,6) 

12,0 (IQA 

31,9) 

8,4 (IQA 

7,5) 

p = 0,359 

PSA-Dichte (ng/ml2) 0,13 (IQA 

0,14) 

0,19 (IQA 

0,22) 

0,28 (IQA 

1,0) 

0,19 (IQA 

0,24) 

p = 0,173 

Nierenfunktionsparameter 

    Kreatinin (mg/dl) 

 

 

    GFR (ml/min) 

 

    Harnstoff (mg/dl) 

 

1,02 (IQA 

0,18) 

 

0,98 (IQA 

0,29) 

 

0,96 (IQA 

0,16) 

 

0,99 (IQA 

0,28) 

p = 0,059 

80 (IQA 11) 84 (IQA 25) 90 (IQA 9) 80 (IQA 23) 

p = 0,891 

28 (IQA 9) 31 (IQA 9) 34 (IQA 9) 31 (IQA 10) 
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p = 0,739 

Gewicht (kg) 85,5 (IQA 

17,3) 

83,5 (IQA 

13,5) 

79,0 (IQA 

10,0) 

80,0 (IQA 

15,0) 

p = 0,102 

Größe (cm) 180 (IQA 

16) 

179 (IQA 8) 177 (IQA 5) 178 (IQA 7) 

p = 0,467 

BMI (kg/m2) 24,7 (IQA 

5,5) 

26,3 (IQA 

3,1) 

24,5 (IQA 

3,3) 

25,6 (IQA 

4,2) 

p = 0,243 

Zusatzerkrankungen (%) 

    Herzinfarkt 

    Systolische Herzinsuffizienz 

    Zerebrovaskuläre Erkrankung 

    Chron. Lungenerkrankung 

    Kollagenose 

    Nierenerkrankung** 

    Diabetes Mellitus*** 

    Weitere Tumorerkrankung 

    Leukämie 

    Metastasierter solider Tumor 

 

1 (6,3) 

0 (0,0) 

2 (12,5) 

2 (12,5) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

1 (6,3) 

0 (0,0) 

 

0 (0,0) 

0 (0,0) 

0 (0,0) 

2 (8,3) 

0 (0,0) 

0 (0,0) 

4 (16,7) 

2 (8,3) 

2 (8,3) 

0 (0,0) 

 

0 (0,0) 

1 (7,1) 

2 (14,3) 

0 (0,0) 

1 (7,1) 

1 (7,1) 

2 (14,3) 

1 (7,1) 

0 (0,0) 

0 (0,0) 

 

1 (1,9) 

1 (1,9) 

4 (7,4) 

4 (7,4) 

1 (1,9) 

1 (1,9) 

6 (11,1) 

3 (5,6) 

3 (5,6) 

0 (0,0) 

Charlson-Komorbiditätsindex (%) 

    0 Punkte 

    1 – 2 Punkte 

    3 – 4 Punkte 

    > 5 Punkte 

 

11 (68,8) 

5 (31,2) 

0 (0,0) 

0 (0,0) 

 

16 (66,7) 

6 (25,0) 

2 (8,3) 

0 (0,0) 

 

10 (71,4) 

3 (21,4) 

1 (7,1) 

0 (0,0) 

 

37 (68,5) 

14 (25,9) 

3 (5,6) 

0 (0,0) 

p = 0,918 

Als Durchschnittswert ist der Median angegeben. Abkürzungen: PCa = Prostatakarzinom, MRT = 
Magnetresonanztomographie, PI-RADS = Prostate Imaging Reporting and Data System, PSA = prostataspezifisches 
Antigen, BMI = Body-Mass-Index, GFR = Glomeruläre Filtrationsrate, IQA = Interquartilsabstand, p = Signifikanzwert 
(Signifikanzniveau 0,05). *nach PI-RADS Version 2 **mäßig schwere oder schwere Nierenerkrankung ***ohne 
Endorganschäden. 

 

Der mediane PSA-Wert in der Population des Trainingsdatensatzes lag bei 8,4 ng/ml 

(IQA 7,5 ng/ml) und das mediane Prostatavolumen bei 42,4 ml (IQA 34,1 ml). Der Median 

der PSA-Dichte, welche durch die Division des PSA-Werts durch das Prostatavolumen 

berechnet wird und somit eine Einheit von ng/ml2 hat, betrug im Trainingsdatensatz 
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0,19 ng/ml2 (IQA 0,24 ng/ml2). Bei der Population des Testdatensatzes betrug der 

mediane PSA-Wert 10,7 ng/ml (IQA 6,0), die mediane PSA-Dichte 0,22 ng/ml2) (IQA 0,10 

ng/ml2) und das mediane Prostatavolumen 35,9 ml (IQA 24,3 ml). Bei allen drei 

Messgrößen war der Unterschied zwischen den drei Gruppen verschiedener Gleason-

Scores nicht signifikant. 

Alle drei Gleason-Score-Gruppen wiesen als Mittelwerte Normwerte für die 

Nierenfunktionsparameter Kreatinin, Harnstoff und Glomeruläre Filtrationsrate (GFR) auf. 

In Bezug auf die mutmaßlichen PCa-Risikofaktoren Übergewicht und hohe Körpergröße 

lag die Studienpopulation mit einem mittleren Body-Mass-Index (BMI) von 25,5 kg/m2 

(IQA 4,0 kg/m2) im unteren Bereich einer Präadipositas und mit einer mittleren Größe von 

178 cm (IQA 7 cm) über der durchschnittlichen Körpergröße deutscher Männer von 

176 cm (135). Der Unterschied zwischen den drei Gleason-Score-Gruppen im Trainings- 

bzw. Testdatensatz bezüglich Größe (p = 0,467 bzw. p = 0,864), Gewicht (p = 0,102 bzw. 

p = 0,182) und BMI (p = 0,243 bzw. p = 0,738) war statistisch nicht signifikant. 

Einige der PCa-Patienten wiesen Komorbiditäten auf, welche durch den Charlson-

Komorbiditätsindex erhoben wurden (136). Von den insgesamt 66 Patienten wies ein 

Patient einen stattgehabten Herzinfarkt auf, zwei wiesen eine systolische Herzinsuffizienz 

auf, vier eine zerebrovaskuläre Erkrankung, fünf eine chronische Lungenerkrankung, 

jeweils einer eine Kollagenose und eine mäßig schwere bis schwere Nierenerkrankung 

und sieben einen medikamentös behandelten Diabetes Mellitus ohne Endorganschäden. 

Zudem erlitten drei Patienten eine zusätzliche solide Tumorerkrankung ohne 

Metastasierung in den letzten fünf Jahren, drei eine Leukämie und ein Patient eine 

metastasierte solide Tumorerkrankung. Insgesamt erhielten 68 % der Patienten im 

Charlson-Komorbiditätsindex 0 Punkte, 26 % 1 - 2 Punkte, 5 % 3 - 4 Punkte und 1 % über 

5 Punkte. Es war kein statistisch signifikanter Unterschied zwischen den drei Gruppen 

unterschiedlicher Gleason-Scores im Trainings- bzw. Testdatensatz zu verzeichnen (p = 

0,918 bzw. p = 0,591).  
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Tabelle 4: Demographische und klinische Eigenschaften der Population des Testdatensatzes 

Variable Gleason- 

Score = 6 

(n = 4) 

Gleason- 

Score = 7 

(n = 5) 

Gleason- 

Score ≥ 8 

(n = 3) 

Gesamter 

Test-

datensatz 

(n = 12) 

Alter (Jahre) 78 (IQA 8) 71 (IQA 11) 74 (IQA 6) 74 (IQA 12) 

p = 0,430 

Ort der Läsion im MRT (%) 

    Periphere Zone 

    Transitionalzone 

 

 

3 (75,0) 

1 (25,0) 

 

2 (40,0) 

3 (60,0) 

 

3 (100,0) 

0 (0,0) 

 

8 (66,7) 

4 (33,3) 

p = 0,333 

Evaluation im MRT (%) 

    PI-RADS 3  

    PI-RADS 4  

    PI-RADS 5 

 

0 (0,0) 

1 (25,0) 

3 (75,0) 

 

0 (0,0) 

0 (0,0) 

5 (100,0) 

 

0 (0,0) 

3 (100,0) 

0 (0,0) 

  

0 (0,0) 

4 (33,3) 

8 (66,7) 

 p = 0,010 

Prostatavolumen (ml) 33,2 (IQA 

15,8) 

45,3 (IQA 

30,1) 

37,6 (IQA 

15,5) 

35,9 (IQA 

24,3) 

p = 0,822 

PSA-Wert (ng/ml) 7,6 (IQA 

1,6) 

11,2 (IQA 

1,3) 

8,0 (IQA 

97,6) 

10,7 (IQA 

6,0) 

 p = 0,703 

PSA-Dichte (ng/ml2) 0,17 (IQA 

0,10) 

0,17 (IQA 

0,10) 

0,22 (IQA 

1,78) 

0,22 (IQA 

0,10) 

p = 0,638 

Nierenfunktionsparameter 

    Kreatinin (mg/dl) 

 

 

    GFR (ml/min) 

 

    Harnstoff (mg/dl) 

 

0,94 (IQA 

0,00) 

 

1,09 (IQA 

0,19) 

 

0,97 (IQA 

0,22) 

 

0,97 (IQA 

0,14) 

p = 0,268 

83 (IQA 9) 72 (IQA 19) 86 (IQA 10) 79 (IQA 18) 

p = 0,800 

46 (IQA 0) 37 (IQA 7) 35 (IQA 1) 35 (IQA 9) 

p = 0,600 

Gewicht (kg) 88,0 (IQA 

8,5) 

80,0 (IQA 

10,0) 

80,0 (IQA 

3,5) 

80,5 (IQA 

8,8) 

p = 0,182 
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Größe (cm) 180 (IQA 9) 176 (IQA 4) 177 (IQA 7) 177 (IQA 7) 

p = 0,864 

BMI (kg/m2) 26,1 (IQA 

3,5) 

24,7 (IQA 

2,5) 

25,5 (IQA 

3,0) 

25,3 (IQA 

2,9) 

p = 0,738 

Zusatzerkrankungen (%) 

    Herzinfarkt 

    Systolische Herzinsuffizienz 

    Zerebrovaskuläre Erkrankung 

    Chron. Lungenerkrankung 

    Kollagenose 

    Nierenerkrankung** 

    Diabetes Mellitus*** 

    Weitere Tumorerkrankung 

    Leukämie 

    Metastasierter solider Tumor 

 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

 

0 (0,0) 

1 (20,0) 

0 (0,0) 

1 (20,0) 

0 (0,0) 

0 (0,0) 

1 (20,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

1 (33,3) 

 

0 (0,0) 

1 (8,3) 

0 (0,0) 

1 (8,3) 

0 (0,0) 

0 (0,0) 

1 (8,3) 

0 (0,0) 

0 (0,0) 

1 (8,3) 

Charlson-Komorbiditätsindex (%) 

    0 Punkte 

    1 – 2 Punkte 

    3 – 4 Punkte 

    > 5 Punkte 

 

4 (100,0) 

0 (0,0) 

0 (0,0) 

0 (0,0) 

 

2 (40,0) 

3 (60,0) 

0 (0,0) 

0 (0,0) 

 

2 (66,7) 

0 (0,0) 

0 (0,0) 

1 (33,3) 

 

8 (66,7) 

3 (25,0) 

0 (0,0) 

1 (8,3) 

p = 0,591 

Als Durchschnittswert ist der Median angegeben. Abkürzungen: PCa = Prostatakarzinom, MRT = 
Magnetresonanztomographie, PI-RADS = Prostate Imaging Reporting and Data System, PSA = prostataspezifisches 
Antigen, BMI = Body-Mass-Index, GFR = Glomeruläre Filtrationsrate, IQA = Interquartilsabstand, p = Signifikanzwert 
(Signifikanzniveau 0,05). *nach PI-RADS Version 2 **mäßig schwere oder schwere Nierenerkrankung ***ohne 
Endorganschäden. 

 

4.2.  Evaluation der Vorhersagemodelle 

Die vier verschiedenen Machine-Learning-Algorithmen wurden mit Hilfe des 

Trainingsdatensatzes trainiert, um Vorhersagemodelle zur Prognose des Gleason-

Scores zu entwickeln. Die Vorhersagemodelle wurden anschließend durch den 

Testdatensatz evaluiert. Eine Übersicht der Receiver-Operating-Characteristics-Kurven 

(ROC-Kurven) und der jeweiligen Flächen unter der Kurve (Englisch: Area Under the 

Curve, AUC) ist Abbildung 6 zu entnehmen. Der Grenzwert wurde durch die Maximierung 

der Summe aus Sensitivität und Spezifität festgelegt. 
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Die Vorhersagemodelle, welche mit den augmentierten Bildern trainiert wurden, zeigten 

bei allen vier Algorithmen eine bessere Leistung als die Basismodelle, die mit den 

Originalbildern trainiert wurden. Ein Ausschluss der Features des T1-Mappings aus dem 

Datensatz ging bei dem Random Forest und dem Stochastic Gradient Boosting mit einer 

abnehmenden Genauigkeit einher, während die Genauigkeit bei den L2 Regularized 

Support Vector Machines und dem K-Nearest Neighbors unverändert blieb. Die 

insgesamt beste Leistung wurde durch den L2 Regularized Support Vector Machines 

gefolgt von dem Random Forest, Stochastic Gradient Boosting und K-Nearest Neighbors 

erzielt. 
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Abbildung 6: Receiver-Operating-Characteristics-Kurven (ROC-Kurven) und die jeweiligen Flächen unter der Kurve 
(Englisch: Area Under the Curve, AUC) für die Algorithmen Random Forest (RF), Stochastic Gradient Boosting (SGB) 
und k-Nearest Neighbors (KNN). Die beste Leistung zeigten die L2 Regularized Support Vector Machines (SVM), 
jedoch konnten für die SVM keine ROC-Kurven erstellt werden, da sie keine Wahrscheinlichkeiten für das Vorliegen 
eines Klassifikators berechnen. Ein Vergleich der AUC der anderen drei Algorithmen zeigte, dass nach dem SVM der 
RF gefolgt vom SGB und KNN die beste Leistung erbrachte. 

Adapted with permission from Wolters Kluwer Health, Inc.: [Makowski MR, Bressem KK, Franz L, Kader A, Niehues 
SM, Keller S, Rueckert D, Adams LC, De Novo Radiomics Approach Using Image Augmentation and Features From 
T1 Mapping to Predict Gleason Scores in Prostate Cancer, Investigative Radiology, 
https://journals.lww.com/investigativeradiology/Abstract/9000/De_Novo_Radiomics_Approach_Using_Image.98703.a
spx]. Wolters Kluwer Health, Inc. and its Societies take no responsibility for the accuracy of the translation from the 
published English original and are not liable for any errors which may occur. 

 



51 
 

4.2.1. Random Forest 

Bei dem Random Forest Algorithmus wurden Modelle mit unterschiedlich vielen 

Entscheidungsbäumen angewandt. Die Anzahl der Entscheidungsbäume wurde 

zwischen fünf und 30 variiert. Mit zunehmender Anzahl an Entscheidungsbäumen bis zu 

10 - 15 Bäumen stieg die Genauigkeit der Vorhersagemodelle. Mit weiterhin 

zunehmender Anzahl an Bäumen fiel die Genauigkeit jedoch wieder ab. Ein Vergleich 

der Leistung der drei verschiedenen Modelle (basierend auf dem Basisdatensatz, dem 

augmentierten Datensatz und dem Datensatz ohne Features aus dem T1-Mapping) ist 

Tabelle 5 zu entnehmen. Das Random Forest Modell mit der höchsten Genauigkeit wurde 

durch den Datensatz der augmentierten Bilder generiert. Für dieses betrug die 

Genauigkeit 0,83 (95 % KI 0,52 - 0,98). Die Sensitivität und Spezifität für die 

Klassifizierung eines Gleason-Scores von 6 betrugen 0,75 bzw. 0,88, für einen Gleason-

Score von 7 lagen sie bei 1,00 bzw. 0,86 und für einen Gleason-Score von ≥ 8 bei 0,67 

bzw. 1,00. Zudem wurde die Balanced Accuracy bestimmt, welche die Genauigkeit 

zwischen positiven und negativen Ergebnissen getrennt betrachtet und die Ergebnisse 

mittelt. Diese lag bei 0,81 für einen Gleason-Score von 6, 0,93 für einen Gleason-Score 

von 7 und 0,83 für einen Gleason-Score von ≥ 8. Das auf dem Basisdatensatz basierende 

Modell sowie das Modell, bei dem die Features aus dem T1-Mapping ausgeschlossen 

wurden, erzielten beide eine Genauigkeit von 0,67 (95 % KI: 0,35 - 0,90). 

 

Tabelle 5: Leistung der Vorhersagemodelle des Random Forest Algorithmus 

 Gleason-Score 

= 6 

Gleason-Score 

= 7 

Gleason-Score 

≥ 8 

Basisdatensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,50 

0,88 

0,69 

 

1,00 

0,57 

0,79 

 

0,33 

1,00 

0,67 

0,67 (95 % KI: 0,35 - 0,90) 

Augmentierter Datensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

 

0,75 

0,88 

0,81 

 

1,00 

0,86 

0,93 

 

0,67 

1,00 

0,83 
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    Genauigkeit 0,83 (95 % KI: 0,52 - 0,98) 

Ausschluss von T1-Mapping 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,75 

0,62 

0,69 

 

0,60 

0,86 

0,73 

 

0,67 

1,00 

0,83 

0,67 (95 % KI: 0,35 - 0,90) 

Das auf dem augmentierten Datensatz basierende Modell erzielte eine höhere Genauigkeit als das Basismodell. Ein 
Ausschluss der Features des T1-Mappings aus dem Datensatz bewirkte eine Abnahme der Genauigkeit. KI = 
Konfidenzintervall. 

 

4.2.2. Stochastic Gradient Boosting 

Bei der Anwendung des Stochastic Gradient Boosting Algorithmus wurde zur 

Hyperparameteroptimierung eine Rastersuche durchgeführt. Das Raster wurde durch 

eine Tiefe der Entscheidungsbäume zwischen 1 und 13, eine Anzahl der Boosting-

Wiederholungen zwischen 100 und 1250, eine Lernrate von 0,1, 0,2 oder 0,3 und eine 

Knotengröße von 10 definiert. Die Vorhersagemodelle mit der besten Leistung wurden 

durch eine mittlere Tiefe der Entscheidungsbäume, eine Anzahl an Boosting-

Wiederholungen von 300 und kleinere Lernraten erzielt.  

 

Tabelle 6: Leistung der Vorhersagemodelle des Stochastic Gradient Boosting Algorithmus 

 Gleason-Score 

= 6 

Gleason-Score 

= 7 

Gleason-Score 

≥ 8 

Basisdatensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,50 

0,75 

0,62 

 

0,80 

0,71 

0,76 

 

0,67 

1,00 

0,83 

0,67 (95 % KI: 0,21 - 0,79) 

Augmentierter Datensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,75 

0,75 

0,75 

 

0,80 

0,86 

0,83 

 

0,67 

1,00 

0,83 

0,75 (95 % KI: 0,43 - 0,95) 

Ausschluss von T1-Mapping    
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    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

0,25 

0,75 

0,50 

0,80 

0,43 

0,61 

0,33 

1,00 

0,67 

0,50 (95 % KI: 0,21 - 0,79) 

Das auf dem augmentierten Datensatz basierende Modell erzielte eine höhere Genauigkeit als das Basismodell. Ein 
Ausschluss der Features des T1-Mappings aus dem Datensatz bewirkte eine Abnahme der Genauigkeit. KI = 
Konfidenzintervall. 

 

Das Stochastic Gradient Boosting Modell mit der höchsten Genauigkeit wurde ebenfalls 

durch den Datensatz der augmentierten Bilder generiert, bei dem die Genauigkeit 0,75 

(95 % KI 0,43 - 0,95) betrug (s. Tabelle 6). Hierbei lagen die Sensitivität und Spezifität für 

die Klassifizierung eines Gleason-Scores von 6 beide bei 0,75, für einen Gleason-Score 

von 7 bei 0,80 bzw. 0,86 und für einen Gleason-Score von ≥ 8 bei 0,67 bzw. 1,00. Die 

Balanced Accuracy betrug 0,75 für einen Gleason-Score von 6, 0,83 für einen Gleason-

Score von 7 und 0,83 für einen Gleason-Score von ≥ 8. Das auf dem Basisdatensatz 

basierende Modell wies mit einer Genauigkeit von 0,67 (95 % KI: 0,21 - 0,79) eine 

schlechtere Leistung auf als das auf dem augmentierten Datensatz basierende Modell. 

Bei einem Ausschluss der Features aus dem T1-Mapping aus dem Datensatz 

verschlechterte sich die Genauigkeit zu 0,50 (95 % KI: 0,21 - 0,79). 

 

4.2.3. L2 Regularized Support Vector Machines 

Es wurden sowohl L1 Support Vector Machines als auch L2 Support Vector Machines 

genutzt, welche sich lediglich durch einen kleinen Unterschied in der Zielfunktion zur 

Optimierung der SVM unterscheiden. Die L2-Regulierung wirkte sich stärker auf eine 

Verbesserung der Genauigkeit der SVM aus. Außerdem wurden Gewichtungen 

hinzugefügt, welche Ausreißer weniger stark gewichteten als essenzielle Datenpunkte. 

Jedoch hatte die Gewichtung keinen erheblichen Einfluss auf die Klassifizierungsleistung.  

Die Vorhersagemodelle der SVM erzielten insgesamt die beste Leistung (s. Tabelle 7). 

Das auf dem augmentierten Datensatz basierende Modell wies eine hohe Genauigkeit 

von 0,92 (95 % KI: 0,62 - 1,00) auf, wobei ein Ausschluss der Features des T1-Mappings 

keinen Einfluss auf die Leistung des Modells hatte. Die Genauigkeit des Basismodells lag 

bei 0,58 (95 % KI: 0,28 - 0,86). 
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Sowohl bei dem Modell des augmentierten Datensatzes als auch bei dem Modell, das 

auf dem Datensatz ohne Features aus dem T1-Mapping basierte, wurde lediglich eins 

der zwölf Prostatakarzinome aus dem Testdatensatz falsch klassifiziert. Auch die 

Sensitivität und Spezifität war bei den zuletzt genannten Modellen hoch und lag bei 1,00 

bzw. 0,88 für die Klassifizierung eines Gleason-Scores von 6, bei 1,00 für beide Werte 

für die Klassifizierung eines Gleason-Scores von 7 und bei 0,67 bzw. 1,00 für die 

Klassifizierung eines Gleason-Scores von ≥ 8. Die Balanced Accuracy betrug 0,94 für 

einen Gleason-Score von 6, 1,00 für einen Gleason-Score von 7 und 0,83 für einen 

Gleason-Score von ≥ 8.  

 

Tabelle 7: Leistung der Vorhersagemodelle des L2 Regularized Support Vector Machines Algorithmus 

 Gleason-Score 

= 6 

Gleason-Score 

= 7 

Gleason-Score 

≥ 8 

Basisdatensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

1,00 

0,62 

0,81 

 

0,40 

0,71 

0,56 

 

0,33 

1,00 

0,67 

0,58 (95 % KI: 0,28 - 0,86) 

Augmentierter Datensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

1,00 

0,88 

0,94 

 

1,00 

1,00 

1,00 

 

0,67 

1,00 

0,83 

0,92 (95 % KI: 0,62 - 1,00) 

Ausschluss von T1-Mapping 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

1,00 

0,88 

0,94 

 

1,00 

1,00 

1,00 

 

0,67 

1,00 

0,83 

0,92 (95 % KI: 0,62 - 1,00) 

Das auf dem augmentierten Datensatz basierende Modell erzielte eine höhere Genauigkeit als das Basismodell. Ein 
Ausschluss der Features des T1-Mappings aus dem Datensatz bewirkte keinen Unterschied in der Leistung. KI = 
Konfidenzintervall. 
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4.2.4. K-Nearest Neighbors 

Beim Trainieren des K-Nearest Neighbors Algorithmus wurde die Anzahl an Nachbarn 

zwischen 4 und 20 und die Distanz zwischen 1 und 5 variiert. Dabei führte eine kürzere 

Distanz zu Modellen mit höherer Genauigkeit. Die Modifizierung der Anzahl an Nachbarn 

resultierte in keiner maßgeblichen Erhöhung der Genauigkeit. 

Insgesamt war die Leistung der Vorhersagemodelle des K-Nearest Neighbors die 

schlechteste der vier Algorithmen (s. Tabelle 8). Wie auch bei den L2 Regularized 

Support Vector Machines wies das durch den augmentierten Datensatz trainierte 

Vorhersagemodell die höchste Genauigkeit auf, wobei der Ausschluss von Features des 

T1-Mappings keinen Einfluss hatte. Hierbei betrug die Genauigkeit 0,50 (95 % KI: 0,21 - 

0,79), während sie bei dem Basismodell nur 0,33 (95 % KI: 0,10 - 0,65) betrug. 

 

Tabelle 8: Leistung der Vorhersagemodelle des K-Nearest Neighbors Algorithmus 

 Gleason-Score 

= 6 

Gleason-Score 

= 7 

Gleason-Score 

≥ 8 

Basisdatensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,25 

0,50 

0,38 

 

0,20 

0,57 

0,39 

 

0,67 

0,89 

0,78 

0,33 (95 % KI: 0,10 - 0,65) 

Augmentierter Datensatz 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,25 

0,75 

0,50 

 

0,60 

0,57 

0,59 

 

0,67 

0,89 

0,78 

0,50 (95 % KI: 0,21 - 0,79) 

Ausschluss von T1-Mapping 

    Sensitivität 

    Spezifität 

    Balanced Accuracy 

    Genauigkeit 

 

0,50 

0,62 

0,56 

 

0,40 

0,71 

0,56 

 

0,67 

0,89 

0,78 

0,50 (95 % KI: 0,21 - 0,79) 

Die höchste Genauigkeit wurde durch das auf dem augmentierten Datensatz basierende Modell erzielt. Ein Ausschluss 
der Features des T1-Mappings aus dem Datensatz bewirkte keinen Unterschied in der Genauigkeit. KI = 
Konfidenzintervall.  
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5.  Diskussion 

 

5.1.  Interpretation der Ergebnisse  

In dieser retrospektiven Studie wurde gezeigt, dass das Prostatakarzinom durch 

Radiomics in der biparametrischen MRT (ADC und T2WI) und im T1-Mapping zuverlässig 

detektiert werden kann. Insbesondere können mit Hilfe von Radiomics spezifische 

Merkmale vom Tumorgraden in den quantitativen Bildfeatures identifiziert werden, um mit 

einer Genauigkeit von bis zu 92 % zwischen Prostatakarzinomen mit einem Gleason-

Score von 6, 7 und ≥ 8 zu unterscheiden.  

Zudem wurde in der Studie der mögliche Nutzen von Features aus dem T1-Mapping für 

Radiomics-Analysen von Prostatakarzinomen untersucht. Features des T1-Mappings 

sind anders als Features der konventionellen MRT quantifizierbar (55), sodass sie 

möglicherweise die Genauigkeit von Radiomics-Modellen steigern könnten. Die 

Ergebnisse der Studie zeigen, dass durch Hinzufügen von Features aus dem T1-Mapping 

eine Zunahme der Genauigkeit bei zwei von vier Vorhersagemodellen zu verzeichnen 

war. Dazu gehörten der RF (+ 0,16) und der SGB (+ 0,25), wohingegen die Genauigkeit 

der anderen zwei Vorhersagemodelle (KNN, SVM) unverändert blieb. Eine mögliche 

Erklärung für den ausbleibenden Effekt der Features aus dem T1-Mapping auf die 

Leistung des SVM- und KNN-Modells könnte die niedrige Fallzahl des 

Trainingsdatensatzes sein. Der potenzielle Nutzen von Features aus dem T1-Mapping 

sollte deshalb in Studien mit größeren Fallzahlen genauer untersucht werden. 

Die Radiomics-Analyse in der vorliegenden Arbeit stellt einen neuen methodischen 

Ansatz dar, da im Zuge der Extraktion der Features die Bilddaten durch zufällige 

Modifikation von Helligkeit und/oder Kontrast, Hinzufügen von Gauß‘schem Rauschen 

und perspektivische Verzerrung augmentiert wurden. Unseres Wissens wurde bislang 

keine vergleichbare Studie durchgeführt und publiziert. Das Augmentieren von 

Bilddatensätzen ist eine gängige Methode des Machine-Learning, um die Genauigkeit 

des Vorhersagemodells zu verbessern und Overfitting zu vermeiden (117). Bei allen vier 

Algorithmen führte eine zehnfache Augmentation zu einer Erhöhung der Genauigkeit um 

durchschnittlich 19 % sowie der Balanced Accuracy des Vorhersagemodells. Die 

Ergebnisse unserer Studie zeigen somit, dass das Augmentieren von Bilddaten die 
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Leistung von Vorhersagemodellen des Gleason-Scores beim Prostatakarzinom steigern 

könnte. 

 

5.2.  Vergleich mit vorliegender Literatur 

Analysen von hochdimensionalen omics-Datensätzen zur Identifikation von molekularen 

Biomarkern werden zunehmend durchgeführt und wenden dabei unterschiedliche 

Studiendesigns an. In unserer Studie wurde die insgesamt beste Leistung durch den 

Algorithmus der SVM gefolgt von RF, SGB und KNN erzielt. Dies stimmt mit den 

Ergebnissen einer Studie überein, in der die Leistung von vier verschiedenen 

Klassifizierungsalgorithmen zur Analyse von omics-Datensätzen miteinander verglichen 

wurde (137). Dort wurde beobachtet, dass bei einer großen Anzahl an Features, die die 

Anzahl an Patienten übersteigt, durch SVM und RF eine höhere Genauigkeit als durch 

KNN erreicht wird (137). Zudem wurde festgestellt, dass SVM gefolgt von RF weniger 

anfällig für eine unausgewogene Klassenverteilung als KNN ist (137). Zwar wurde in 

unserer Studie eine ausgeglichene Klassenverteilung angestrebt, jedoch war die 

Klassenverteilung mit 29,6 % PCa-Patienten mit einem Gleason-Score von 6, 44,5 % mit 

einem Gleason-Score von 7 und 25,9 % mit einem Gleason-Score von ≥ 8 nicht gänzlich 

ausbalanciert, wobei der SVM davon möglicherweise am wenigsten beeinflusst wurde. 

Während die meisten Studien zu Radiomics-Analysen des Prostatakarzinoms der 

Unterscheidung maligner Neubildungen von gesundem Prostatagewebe dienen (96, 99, 

138-140), wurden auch einige Studien durchgeführt, um den Nutzen von Radiomics-

Analysen für die Klassifizierung des Gleason-Scores von Prostatakarzinomen zu 

untersuchen: 

Fehr et al. entwickelten und analysierten ein Radiomics-Modell anhand von 147 PCa-

Patienten, in welchem Textur-Features aus bpMRT unter Anwendung zwei verschiedener 

Augmentierungsmethoden extrahiert wurden (98). Ziel war die Unterscheidung zwischen 

Prostatakarzinomen und gesundem Prostatagewebe, zwischen einem GS von 6 und 

einem GS von ≥ 7 sowie zwischen einem GS von 7 (3 + 4) und einem GS von 7 (4 + 3). 

In der Studienpopulation waren vor allem Patienten mit hochgradigen 

Prostatakarzinomen vertreten. Jedoch können bei stark unausgewogenen 

Klassenverteilungen viele Algorithmen eine geringere Vorhersagegenauigkeit für die 

seltene Klasse haben (141), da alle Fälle in die am häufigsten vertretene Gruppe 
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klassifiziert werden und so zwar eine gute Genauigkeit erreicht wird, dies aber mit 

Einbußen in der Spezifität und/oder Sensitivität einher geht (98). Um die 

Minderheitsklasse zu vergrößern, nutzten Fehr et al. zwei verschiedene 

Augmentierungsmethoden: Für eines der Vorhersagemodelle wurden die Daten durch 

die Synthetic-Minority-Oversampling-Technik (SMOTE) augmentiert. Die SMOTE erhöht 

in einem unausgeglichenen Datensatz die Anzahl der unterrepräsentierten Fälle, indem 

„synthetische“ Datenpunkte innerhalb des Bereichs eines Feature-Vektors aus der 

Minderheitsklasse und seiner k nächsten Nachbarn geschaffen werden (142). Allerdings 

besteht bei der SMOTE die Möglichkeit, dass die Anzahl der unterrepräsentierten Fälle 

nicht ausreicht, um die genaue Wahrscheinlichkeitsverteilung für die tatsächlichen Daten 

zu schätzen (143). 

Für ein anderes Vorhersagemodell wandten Fehr et al. Gibbs-Sampling an (144). Bei 

diesem werden die Werte von Features verschiedener Patienten miteinander kombiniert, 

indem aus der bedingten Wahrscheinlichkeitsverteilung eines Features bei einem 

bestimmten Wert eines anderen Features neue Datenpunkte gebildet werden (145). 

Jedoch werden durch Gibbs-Sampling die Werte der Features nicht verändert, sondern 

neu kombiniert, sodass potenzielle Bias der Bilder fortbestehen. Im Gegenteil dazu 

wurden in unserer Augmentierungsmethode sowohl Bias durch Unterschiede in der 

Helligkeit und im Kontrast als auch Bias durch Gauß’sches Rauschen und 

Bewegungsartefakte simuliert. Zudem wurde bei der Erstellung der Studienpopulation 

darauf geachtet, eine annähernd ausgeglichene Verteilung auf die einzelnen Gruppen 

(GS 6, GS 7, GS ≥ 8) zu erhalten und so den Störfaktor einer unausgewogenen 

Klassenverteilung auf die Leistung der Vorhersagemodelle zu minimieren. 

In der Studie von Fehr et al. betrug die Genauigkeit zur Unterscheidung zwischen einem 

GS von 6 und einem GS ≥ 7 je nach Lokalisation des Prostatakarzinoms 92 - 93 %. Die 

gleiche Genauigkeit wurde bei der Unterscheidung zwischen einem GS von 7 (3 + 4) und 

7 (4 + 3) erreicht. Somit war die Genauigkeit ähnlich hoch wie in unserer Radiomics-

Analyse. Jedoch wurde die Leistung der Vorhersagemodelle durch ein 

Kreuzvalidierungsverfahren mit den augmentierten Bildern anstatt durch einen 

unabhängigen Testdatensatz ermittelt. Im Gegenteil dazu wurde in unserer Studie zuerst 

eine Kreuzvalidierung mit 15 % des Originaldatensatzes durchgeführt, um bei der 

Validierung potenzielle Bias durch augmentierte Daten zu vermeiden. Im Vergleich zur 

Kreuzvalidierung ist die Validierung durch einen unabhängigen Testdatensatz die 
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idealere Methode zur Ermittlung der Genauigkeit eines Vorhersagemodells (98), weshalb 

in unserer Studie die Daten zu Beginn in einen Trainings- (80 %) und einen Testdatensatz 

(20 %) geteilt wurden, um im Anschluss an das Training der Algorithmen die 

Vorhersagemodelle durch den unabhängigen Testdatensatz zu evaluieren. Für eine 

bessere Einschätzung der Leistung der Vorhersagemodelle von Fehr et al. wäre eine 

Evaluierung durch einen unabhängigen Testdatensatz von Interesse gewesen.  

Zur Selektion von Features gibt es verschiedene Methoden, von denen sich bislang keine 

als Standardmethode durchgesetzt hat. Grundsätzlich kann zwischen Filtermethoden vor 

Anwendung eines Machine-Learning-Algorithmus und in Methoden, die in den Machine-

Learning-Algorithmus integrierte sind, unterschieden werden (146). Fehr et al. nutzten 

zur Selektion der Features und zur Klassifizierung Recursive Feature Selection Support 

Vector Machines (RFE-SVM), bei welchen in jedem Durchlauf Features mit dem 

geringsten Einfluss auf eine Leistungsverbesserung des Vorhersagemodells rückwärts 

eliminiert werden (147). Bei der Rückwärtselimination wird anfangs ein Modell mit allen 

Features gebildet, von welchem nach und nach Features ausgeschlossen werden, bis 

die verbliebenen Features alle einen signifikanten Einfluss auf das Outcome haben (148). 

Ein Nachteil bei der Rückwärtselimination ist jedoch, dass ein eliminiertes Feature im 

weiteren Verlauf nicht wieder in Betracht gezogen wird, obwohl es im finalen Modell eine 

größere Signifikanz haben könnte (148). 

Im Gegenteil dazu wurden in unserer Studie Features vor dem Training der Algorithmen 

eliminiert, indem für die Features der Originalbilder des Trainingsdatensatzes eine 

Korrelationsmatrix erstellt wurde und Features mit einem Korrelationskoeffizienten 

r > 0,75 aus der Radiomics-Analyse ausgeschlossen wurden. Die optimale Methode zur 

Selektion von Features wird kontrovers diskutiert, wobei die a priori Exklusion von stark 

korrelierenden Features, die durch die Korrelation keine oder wenige zusätzliche 

Informationen beitragen, eine Möglichkeit ist (149). Als Alternative zur 

Rückwärtselimination gibt es die Herangehensweise des Full-Model-Approach, bei 

welcher alle vorselektierten Features in das Modell einbezogen werden. Diese haben wir 

in unserer Studie angewandt, wobei mit den vorselektierten Features vier verschiedenen 

Algorithmen trainiert wurden. Die Methode des Full-Model-Approach kann die Vorteile 

haben, Overfitting und Bias durch Selektion von Features zu vermeiden, jedoch wird sie 

in vielen Fällen nicht angewandt, da eine große Anzahl an Features die Arbeit mit dem 

Modell erschwert und das Modell oft schwer definierbar ist (149). In den von uns 
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genutzten Algorithmen SVM, RF und SGB ist die Selektion von Features integriert, indem 

Variablen bestraft werden (SVM) oder in Bäumen entsprechend ihrer Wichtigkeit 

angeordnet werden (RF, SGB) (146). Bei KNN basiert die Vorhersage ausschließlich auf 

dem Abstand zwischen den Datenpunkten, jedoch kann die Gewichtung von Features 

durch eine zusätzliche Selektionsmethode von extern vorgegeben werden (150). 

Die generierten Vorhersagemodelle von Fehr et al. sind binär und ermöglichen lediglich 

eine Unterscheidung in einen GS von 6 und einen GS ≥ 7 oder aber eine Unterscheidung 

zwischen einem GS von 7 (3 + 4) und 7 (4 + 3). Jedoch wurde keine Genauigkeit für die 

Vorhersage der einzelnen Gruppen bestimmt. In unserer Studie wurden ebenfalls binäre 

Klassifikatoren angewandt. Allerdings wurde anschließend eine Unterscheidung aller 

Gruppen voneinander ermöglicht, indem eine Vorhersagematrix erstellt und die maximale 

Wahrscheinlichkeit bestimmt wurde. Dadurch konnten die jeweiligen Genauigkeiten für 

einen GS von 6, einen GS von 7 und einen GS ≥ 8 berechnet werden. 

Chaddad et al. untersuchten in einer Studie von 99 PCa-Patienten ein neuartiges Modell 

zur Vorhersage des Gleason-Scores, welches auf der Joint Intensity Matrix (JIM) basierte 

(151). Konventionelle, durch die Grauwertematrix definierte Textur-basierte-Features 

können nur die Textur innerhalb eines Bildes, nicht aber die Textur mehrerer 

verschiedener Sequenzen (z.B. T2WI und DWI) charakterisieren. Um die Textur der 

bpMRT zu untersuchen, kamen Chaddad et al. mit einer JIM auf. Während die 

Grauwertematrix die gemeinsame Wahrscheinlichkeit angibt, gleiche Intensitätswerte in 

zwei verschiedenen Voxels in einem festgelegten Abstand in eine bestimmte Richtung 

zu beobachten, gibt JIM die gemeinsame Intensitätsverteilung von 3D-Bildern 

verschiedener Modalitäten (z.B. T2WI und DWI) an. 

Ein binäres Vorhersagemodell, welches zwischen einem GS = 6 vs. GS > 6, einem GS = 

3 + 4 vs. GS ≠ 3 + 4 sowie einem GS ≥ 4 + 3 vs. GS < 4 + 3 unterscheiden sollte, wurde 

mit Hilfe eines Random Forest Algorithmus erstellt. Der Random Forest kann bei einem 

begrenzten Trainingsdatensatz gute Ergebnisse erzielen und bietet zudem die 

Möglichkeit der Berechnung von Wichtigkeitsmaßen, welche die Wichtigkeit eines 

einzelnen Features für die Vorhersage des Gleason-Scores messen (152). So nutzten 

Chaddad et al. den Random Forest nicht nur zur Generierung eines Vorhersagemodells, 

sondern auch zur Analyse prädiktiver Features. In unserer Studie wurden keine 
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prädiktiven Features analysiert, wobei dies vor allem für das T1-Mapping von Interesse 

ist und in zukünftigen Studien untersucht werden sollte. 

Chaddad et al. nutzten einen ausgeglichenen Trainings- und Testdatensatz, um 

Störfaktoren einer unausgewogenen Klassenverteilung auf die Leistung der 

Vorhersagemodelle zu verhindern. Jedoch war die ursprüngliche Studienpopulation in 

Bezug auf die Gleason-Score-Gruppen unausgeglichen, sodass die Generierung eines 

ausgeglichenen Trainingsdatensatzes zu einer Verringerung des Datenumfangs auf 40 

Patienten führte. Zudem kann willkürliches Undersampling, welches den Vorgang der 

zufälligen Wahl von Daten aus der Mehrheitsklasse bis zum Erreichen eines 

Gleichgewichts mit der Minderheitsklasse beschreibt, zum Verlust von Informationen aus 

der Mehrheitsklasse führen (153). In unserer Studie war die Klassenverteilung annähernd 

ausgewogen und die Stichprobengröße umfangreicher, da alle vorhandenen Daten für 

den Trainings- bzw. Testdatensatz genutzt wurden.  

In der Studie von Chaddad et al. wurde die beste Leistung durch eine Kombination von 

Features basierend auf der JIM und der Grauwertematrix erhalten. Dabei betrugen die 

AUCs für die einzelnen Gruppen mit 65 - 78 % etwas weniger als die AUCs unserer 

Studie. Zudem wurde auch in dieser Studie keine Genauigkeit für die Vorhersage der 

einzelnen Gruppen, sondern die Genauigkeiten der binären Vorhersagemodelle 

bestimmt.  

Sowohl Fehr et al. als auch Chaddad et al. schlossen Features, die anfällig für 

Abweichungen bei der manuellen Segmentation sein könnten, aus ihrer Studie aus (98, 

151). Dazu gehörten Features wie Volumen, Form, Festigkeit, Konvexität und 

Exzentrizität. In unserer Studie wurden Shape-based-Features in die Radiomics-Analyse 

eingeschlossen, da sie wichtige Informationen über die Aggressivität des 

Prostatakarzinoms liefern könnten (154). Dabei wurden die manuell erstellten 

Annotationen in mehreren Durchläufen von erfahrenen Radiolog*innen revidiert. 

In anderen Radiomics-Analysen (54, 155) wurde nach abgeschlossener manueller 

Segmentation der PCa’s die Genauigkeit der Annotationen evaluiert. Dafür wurden die 

MRT-Bilder mehrmals durch die gleiche untersuchende Person sowie durch weitere 

Untersuchende annotiert (155). Anschließend wurde die Robustheit von Features aus 

den Annotationen durch Bestimmung von Korrelationskoeffizienten untersucht und 

Features mit einem Korrelationskoeffizienten unter einem bestimmten Grenzwert wurden 
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aus der Radiomics-Analyse ausgeschlossen (155). Hierfür ist die Bestimmung des 

Intraklassen-Korrelationskoeffizienten eine gängige Methode, dessen Wert die Stabilität 

des Features auf einer Skala von 0 bis 1 angibt (156). Eine weitere Möglichkeit zur 

Bewertung von Unterschieden in der Annotation verschiedener Untersuchenden ist der 

Dice-Koeffizient, welcher ebenfalls Werte von 0 bis 1 annimmt und die räumliche 

Überlappung angibt (156). Jedoch gibt es trotz der bekannten Variabilität bei der 

manuellen Segmentation bislang keine etablierten Standards zur Untersuchung der 

Robustheit von Features. 

In einigen Radiomics-Modellen wurde logistische Regression zum Erstellen von 

Vorhersagemodellen genutzt (54, 155). Gong et al. generierten ein Radiomics-Modell zur 

Unterscheidung hochgradiger Prostatakarzinome (definiert als GS > 7) von 

niedriggradigen Prostatakarzinomen (definiert als GS ≤ 7) (155). Dafür wurden First-

order-Features, Shape-based-Features und Matrix-based-Features aus bpMRT von 489 

PCa-Patienten extrahiert. Anschließend wurden zur Selektion prognostischer Features 

drei Schritte zur Eliminierung von redundanten Features durchlaufen. Zuerst wurde der 

Kruskal-Wallis-Test zur Identifikation von Features, die mit den festgelegten Grenzen des 

Gleason-Scores signifikant korrelieren, durchgeführt. Anschließend wurde die Minimum-

Redundancy-Maximum-Relevance-Methode angewandt. Dabei handelt es sich um einen 

Algorithmus zur systematischen Auswahl von Features mit der höchsten Relevanz und 

der niedrigsten Redundanz für ein Klassifizierungsproblem (157). Zuletzt erfolgte die 

Selektion von Features und die Klassifizierung durch logistische Regression und 

sequenzielle Rückwärtselimination. Wie oben beschrieben weist die 

Rückwärtseliminierung einige Nachteile auf. So erzielte das Modell der bpMRT eine 

Genauigkeit und Balanced Accuracy von 70 %. Die vergleichsweise niedrige Genauigkeit 

könnte dadurch erklärt werden, dass bei der logistischen Regression im Gegenteil zu 

komplexeren Machine-Learning-Algorithmen ein linearer Zusammenhang der 

unabhängigen Variablen mit dem natürlichen Logarithmus des Odd Ratio angenommen 

wird (158) und dadurch nichtlineare Zusammenhänge von Daten nicht erfasst werden.  

In der Literatur werden zur Gruppierung von Gleason-Scores mit der Annahme einer 

ähnlichen Prognose verschiedene Grenzen gewählt. In Radiomics-Analysen erschwert 

dies einen aussagekräftigen Vergleich zwischen den Studien. Chaddad et al. wählten 

eine Unterteilung in GS = 6, GS = 3 + 4 und GS ≥ 4 + 3 (151). Sie unterschieden somit 

innerhalb eines GS von 7 zwischen den beiden Möglichkeiten 3 + 4 und 4 + 3, was dem 
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auf der ISUP Konsensuskonferenz von 2014 festgelegten Grading entspricht (3). Dabei 

stellt ein GS von 3 + 4 einen ISUP-Grad 2 und ein GS von 4 + 3 einen ISUP-Grad 3 dar. 

Eine Unterscheidung zwischen ISUP-Grad 3 und ISUP-Grad 4 ist sinnvoll, weil Studien 

eine signifikant schlechtere Prognose für letzteren nachgewiesen haben (159-164). 

Jedoch umfasst die Gruppe eines GS ≥ 4 + 3 sowohl Patienten mit einem mittelhohen 

Risiko (4 + 3) (30) als auch Patienten mit einer großen Wahrscheinlichkeit für einen Tod 

durch das Prostatakarzinom (5 + 5) (3). Demgegenüber nutzten Gong et al. eine 

Gruppierung in GS ≤ 7 und GS > 7 (155), was der Unterteilung entspricht, die auch in der 

Prostate Cancer Outcomes Study (PCOS) angewandt wurde (165). Durch eine 

Unterscheidung in lediglich zwei Gruppen ist die der Datensatzes pro Gruppe 

umfangreicher, allerdings werden auch in diesem Fall Patienten mit sehr 

unterschiedlichen Prognosen miteinander gruppiert, sodass die Aussagekraft des 

Vorhersagemodells sinkt. 

Fehr et al. nutzten eine Klassifizierung in einen GS von 6 vs. einen GS ≥ 7 und eine 

weitere Klassifizierung in einen GS von 7 (3 + 4) vs. einen GS von 7 (4 + 3) (98). Es 

wurde also zwischen ISUP-Grad 3 und ISUP-Grad 4 unterschieden. Jedoch stellen 

Prostatakarzinome mit einem GS ≥ 8 eine Limitation dieser Gruppierung dar, da sie im 

ersten Schritt als GS ≥ 7 und im zweiten Schritt fälschlicherweise als GS = 7 (3 + 4) oder 

GS = 7 (4 + 3) klassifiziert werden. Somit muss vor Durchlaufen des zweiten Schritts 

bekannt sein, dass es sich um ein Prostatakarzinom mit einem GS von 7 handelt.  

In unserer Studie wurde entsprechend vorliegender Literatur der Scandinavian Prostate 

Cancer Group (166) zwischen einem GS von 6, einem GS von 7 und einem GS ≥ 8 

unterschieden. Diese Einteilung richtet sich nach der Risikostratifizierung nach d‘Amico, 

welche eine niedrige (GS 2 - 6), mittlere (GS = 7) und hohe Risikogruppe (GS 8 – 10) 

unterschiedet (30), und den risikoabhängigen Therapieempfehlungen. Jedoch wurde in 

unserer Radiomics-Analyse nicht in einen GS von 7 (3 + 4) und 7 (4 + 3) unterschieden, 

da dies zu einer geringen Datenmenge und zu einer unausgeglichenen Datensatz geführt 

hätte.  

 

5.3.  Limitationen 

Eine wichtige Limitation der Arbeit ist die kleine Studienpopulation (n = 66), welche bei 

der Aufteilung in den Trainings- und Testdatensatz zu kleinen Fallzahlen in den einzelnen 
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Fallgruppen eines Gleason-Scores von 6, 7 und ≥ 8 führte. Auf Grund der kleinen 

Fallzahlen müssen die Ergebnisse der Machine-Learning-Methoden mit Vorsicht 

interpretiert werden und sind schwer generalisierbar. Außerdem ist dadurch keine 

Effektquantifizierung möglich. In der vorliegenden Arbeit wurde allerdings bereits ein 

unabhängiger Testdatensatz verwendet, um eine mögliche Generalisierbarkeit auf einen 

neuen Datensatz zu zeigen. Eine weitere Limitation ist der retrospektive Charakter, auf 

Grund dessen in einigen Fällen nicht alle klinischen Daten für die deskriptive Analyse 

vorlagen. In Zukunft sollten prospektive Studien mit höheren Fallzahlen durchgeführt 

werden, um generalisierbare Ergebnisse zu gewinnen. Hinzu kommt, dass die Bilder in 

einer einzigen Institution und von nur zwei verschiedenen Scannern akquiriert wurden. 

Für eine bessere Generalisierbarkeit sollten multizentrische Studien unter Einschluss 

mehrerer Scanner durchgeführt werden.  

Die histopathologische Beurteilung der Gewebsproben zur Bestimmung des Gleason-

Scores hängt von der Qualität der Gewebsprobe ab. Bei der histopathologischen 

Beurteilung steht bei einer Biopsieentnahme deutlich weniger Gewebe zur Verfügung als 

bei einer Prostatektomie, sodass Gleason-Scores nach einer Prostatektomie häufig nach 

oben korrigiert werden (84). Somit könnten die in dieser Studie verwendeten Gleason-

Scores zu niedrig eingestuft worden sein. Allerdings muss in vielen Fällen auf den in der 

Biopsie bestimmten Gleason-Score zurückgegriffen werden, da vor allem Patienten mit 

niedriggradigen Prostatakarzinomen keine Prostatektomie erhalten.  

Die manuelle Segmentation der Prostatakarzinome und der zonalen Anatomie der 

Prostata kann der Subjektivität der Untersuchenden unterliegen. Die manuelle 

Segmentation könnte vor allem einen Einfluss auf Shape-based-Features haben, welche 

die Morphologie des Tumors wie das Volumen und die Form beschreiben. In anderen 

Studien wurden diese Features ausgeschlossen, um Bias durch die manuelle 

Segmentation zu vermeiden (98, 151). In unserer Studie wurden die Annotationen 

mehrfach durch erfahrene Radiolog*innen revidiert, um Ungenauigkeiten bei der der 

Annotation zu minimieren. In zukünftigen Studien könnte eine (teil)automatisierte 

Segmentation, z.B. eine computergestützte Kantenerkennung mit anschließender 

manueller Segmentation, angewandt werden. 
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5.4. Schlussfolgerung und Ausblick 

Bei der Diagnose des Prostatakarzinoms können Modelle, die durch die Vorhersage des 

Gleason-Scores den Grad des Prostatakarzinoms bestimmen können, ein wertvolles 

diagnostisches und prognostisches Tool darstellen. Sie haben das Potenzial, unnötige 

Biopsien und deren Nebenwirkungen zu verhindern und bei der Entscheidungsfindung 

der geeigneten Therapieoption zu helfen, die von Watchful Waiting bei niedriggradigen 

Prostatakarzinomen bis zur radikalen Prostatektomie bei höhergradigen 

Prostatakarzinomen reichen kann. In der bpMRT und im T1-Mapping sind quantitative 

Features enthalten, die Informationen über die Aggressivität eines Tumors beinhalten 

können. Während diese in der Befundung durch Radiolog*innen nicht erfasst werden 

können, ermöglichen Radiomics-Analysen die Extraktion, Selektion und Analyse 

quantitativer Features.  

In dieser Arbeit wurde der Nutzen einer neuartigen Radiomics-Analyse von MRT-

Datensätzen zur Diagnostik des Prostatakarzinoms untersucht, welche 

Datenaugmentation und quantitative Features aus dem T1-Mapping zusätzlich zu 

Features aus der bpMRT verwendet. Abschließend konnte gezeigt werden, dass 

Vorhersagemodelle, die auf den augmentierten Bilddaten der bpMRT basieren, eine 

Klassifizierung in drei verschiedene Gruppen von Gleason-Scores (6, 7 und ≥ 8) 

ermöglichen. Die Nutzung von Features aus dem T1-Mapping könnte die Genauigkeit 

von Vorhersagemodellen durch Radiomics-Analysen erhöhen und sollte in prospektiven, 

multizentrischen Studien genauer evaluiert werden. 

Die Annotation von radiologischen Bildern ist in vielen Fällen mit einem hohen Kosten- 

und Zeitaufwand verbunden und benötigt die Beurteilung durch Expert*innen. 

Gleichzeitig ist die statistische Power des Vorhersagemodells maßgeblich von der Größe 

des verwendeten Datensatzes abhängig (69). Vor diesem Hintergrund kann das 

Augmentieren von Bilddaten bei der Durchführung von Radiomics-Analysen von großem 

Nutzen sein, da die Menge der Daten vervielfacht werden kann und dies zur Erhöhung 

der Genauigkeit von Vorhersagemodellen beitragen könnte. Eine weitere Möglichkeit für 

die Generierung größerer Datensätze ist das Teilen von Daten innerhalb 

multiinstitutionaler, nationaler oder internationaler Zusammenschlüsse wie das Cancer 

Imaging Archive, einer Open-Acess-Datenbank medizinischer Bilder. Die dort zur 

Verfügung gestellten Datensätze könnten zudem zur Nutzung als unabhängiger 



66 
 

Testdatensatz dienen, um die Scanner-übergreifende und Zentren-übergreifende 

Generalisierbarkeit von Radiomics-Analysen zu evaluieren. 

In dieser Studie wurden Vorhersagemodelle generiert, die den Gleason-Score des 

Tumors als Ganzes betreffen. Jedoch ist es zukünftig von Interesse, Modelle zu erstellen 

und zu untersuchen, die eine voxelweise Vorhersage des Gleason-Scores und somit eine 

Generierung von Gleason-Score-Maps ermöglichen. Mit Hilfe dieser Maps könnten 

Aussagen über Teilgebiete des Tumors getroffen werden und so unter anderem gezielte 

Biopsien ermöglicht werden (98). In verschiedenen Studien wurden bereits voxelweise 

Vorhersagemodelle erstellt (139, 167, 168). So generierten Viswanath et al. aus T2WI 

ein Modell zur Detektion und anschließenden voxelweisen Klassifikation von 

Prostatakarzinomen (167). Dabei wurde die Ausdehnung des Prostatakarzinoms 

automatisch von Prostatektomiepräparaten auf die entsprechenden MRT-Schichten 

übertragen. Eine voxelweise Bestimmung des Gleason-Scores auf Grundlage von 

bpMRT und T1-Mapping wurde jedoch bislang nicht untersucht.  

Studienergebnisse über den potenziellen Nutzen der T1-Relaxationszeit zur Bestimmung 

des Tumorgrads von Prostatakarzinomen und zur Unterscheidung des 

Prostatakarzinoms von gesundem Gewebe sind heterogen und unterscheiden sich vor 

allem in Abhängigkeit von der Lokalisation des Prostatakarzinoms in der peripheren oder 

Transitionalzone (32, 33, 66, 67). Auch bei Features der bmMRT könnte die Aussagekraft 

verschiedener Features je nach Lokalisation des Prostatakarzinoms variieren (102, 169). 

In unserer Radiomics-Analyse wurde die zonale Verteilung aufgrund der kleinen Fallzahl 

von Prostatakarzinomen in der Transitionalzone (n = 10) nicht berücksichtigt, sodass dies 

für die Durchführung zukünftiger Studien von Interesse bleibt. 

Abschließend ist zu betonen, dass Ergebnisse aus Radiomics-Analysen nicht isoliert, 

sondern im Zusammenspiel mit anderen -omics-Daten und klinischen Daten evaluiert 

werden sollten. Qi et al. führten eine Radiomics-Studie durch, in der ein klinisch-

radiologisches Vorhersagemodell, ein Radiomics-Vorhersagemodell und eine 

Kombination der beiden genannten Modelle zur Vorhersage eines Prostatakarzinoms 

miteinander verglichen wurden (99). Die Radiomics-Analyse basierte auf T2WI, DCE und 

DWI von 199 PCa-Patienten. Das kombinierte Modell umfasste die Radiomics-Daten, 

klinische Daten wie das Alter und die PSA-Dichte sowie radiologische Daten wie den PI-

RADS-Score. Es erzielte im Vergleich zu den anderen beiden Modellen die höchste 
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Genauigkeit (93 %) zur Unterscheidung eines Prostatakarzinoms von gesundem 

Prostatagewebe. Die Studie könnte darauf hinweisen, dass die Kombination unserer 

Radiomics-Analyse mit klinischen und radiologischen Daten die Leistung des 

Vorhersagemodells weiter steigern könnte.  
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