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RESUMEN

Antecedentes: La tos es un mecanismo de defensa y expulsión del aparato respiratorio que provoca una respues-
ta refleja y sonora. En la actualidad, el análisis de la tos como marcador sintomático del avance de una enfermedad
se apoya en instrumentos poco adecuados para el seguimiento en escenarios de la vida real. Algunos solo se han
evaluado en ambientes silenciosos y controlados, otros se diseñaron para resolver un problema más general que la
detección de la tos o se enfocan en una población muy concreta. Asimismo, algunos enfoques no se han concebido
con la eficiencia requerida para operar en un smartphone. Por estos motivos, los métodos de análisis de audio
empleados en estos dispositivos no son capaces de manejar ambientes ruidosos, como el caso de un paciente que
use su smartphone en el bolsillo como dispositivo de captura de datos.

Objetivo: Este Trabajo de Fin de Máster (TFM) tiene como propósito emplear técnicas de aprendizaje profundo
(Deep Learning) para diseñar un sistema de “audición máquina” (Machine Hearing) que procese espectrogramas
de señales acústicas y los clasifique de acuerdo a su contenido. Específicamente, se pretende reconocer los espec-
trogramas que contienen tos y los que no, y además clasificar cada tos a partir de sus propiedades espectrales según
la enfermedad respiratorias asociada a la tos o el tipo de tos.

Métodos: Para llevar a cabo el proyecto, adquirimos 36866 señales de audio contaminadas por ruido de 20
pacientes respiratorios con distintas afecciones. La mitad de estas señales correspondieron a episodios de tos,
mientras que la otra mitad no contenía ningún sonido de tos. Estas señales de audio se someten a un preproce-
samiento en tres etapas. Primero, las señales de audio originales (señales de tos y no tos) se segmentan para que
cada segmento dure un segundo. En segundo lugar, se transforman las señales 1D temporales en imágenes (señales
2D) mediante tres métodos. Los dos primeros métodos transforman cada clip de audio, que son señales de tiempo
(1D), en señales de tiempo-frecuencia (imágenes 2D) realizando un espectrograma logarítmico o un espectrogra-
ma de mel. El tercer método aplica a los audios la técnica de ventanas deslizadas cambiando la forma del vector y
transformándolo en una matriz. Posteriormente, los datos se normalizan para poder alimentar a una red neuronal
recurrente convolucional (C-LSTM). La red neuronal convolucional (Convolutional Neural Network, CNN) extrae
características de los espectrogramas de audio automáticamente para identificar “patrones” espectrales o tempora-
les. Luego, se alimenta a una red neuronal recurrente de memoria a corto plazo (Long Short-Term Memory, LSTM),
que predice el frame actual haciendo referencia a los frames adyacentes. De esta manera, primero detecta si el clip
de audio contiene tos o no, y en caso afirmativo, procedemos a realizar un análisis posterior con el objetivo de
detectar el tipo de tos o la enfermedad subyacente.

Resultados: El sistema de audiodetección de tos que obtuvo una especificidad mas alta presenta sensibilidad
del 86,23 % y una especificidad del 93,90 %. Por otro lado, el método de clasificación de tos que obtuvo la mayor
exactitud fue el que discriminó entre tos de pacientes con COVID-19 y tos de pacientes que tiene síntomas pero
sin diagnóstico de COVID-19, que obtuvo un 58,21 %.

Conclusiones: Los resultados de este TFM abren la posibilidad de crear un dispositivo cómodo y no invasivo,
con una mínima interferencia en las actividades cotidianas, capaz de detectar con carácter temprano enfermedades
respiratorias, beneficiando a pacientes, profesionales sanitarios y sistemas nacionales de salud.

Palabras claves: Deep Learning, Tos, Detector, Análisis tiempo-frecuencia, Enfermedades respiratorias.
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ABSTRACT

Background: Coughing is a defense mechanism and expulsion mechanism of the respiratory system that causes
a reflexive and audible response. Currently, the analysis of cough as a symptomatic marker of disease progression
relies on instruments that are poorly suited for monitoring in real-life scenarios. Some have only been evaluated
in quiet and controlled environments, while others were designed to solve a problem more general than cough
detection or focus on a very specific population. Additionally, some approaches have not been conceived with the
required efficiency to operate on a smartphone. For these reasons, the audio analysis methods used in these devices
are not capable of handling noisy environments, such as the case of a patient using their smartphone in their pocket
as a data capture device.

Objective: The purpose of this Master’s Thesis is to employ deep learning techniques to design a “machine
hearing” system that processes spectrograms of acoustic signals and classifies them according to their content.
Specifically, the aim is to recognize spectrograms that contain coughing and those that do not, as well as classify
the disease associated with each cough based on their spectral properties.

Methods: To carry out the project, audio signals contaminated with noise from twenty patients with various
respiratory conditions were used, along with 18,433 audio signals recorded during cough episodes and 18,433
audio signals recorded during non-cough episodes. These audio signals undergo preprocessing in three stages.
First, the original audio signals (cough and non-cough signals) are segmented to have a duration of one second
each. Secondly, the temporal 1D signals are transformed into images (2D signals) using three methods. The first
two methods transform each audio, which are time-domain signals, into time-frequency signals by performing a
logarithmic spectrogram or a mel spectrogram. The third method applies sliding windows to the audios, changing
the vector shape and transforming it into a matrix. Subsequently, the data is normalized to feed into a Convolutional
Long Short-Term Memory (C-LSTM) neural network. The Convolutional Neural Network (CNN) automatically
extracts features from the audio spectrograms to identify spectral or temporal “patterns”. Finally, the processed
data is fed into a Long Short-Term Memory (LSTM) recurrent neural network, which predicts the current frame
by referencing adjacent frames. In this way, it first detects if the audio contains a cough or not, and if it does, it
proceeds to diagnose the respiratory disease.

Results: The audio detection system for coughs that achieved the highest specificity had a sensitivity of 86.23 %
and a specificity of 93.90 %. On the other hand, the cough classification method with the highest accuracy was the
one that discriminated between coughs from COVID-19 patients and coughs from patients with symptoms but
without a COVID-19 diagnosis, which achieved 58.21 %.

Conclusions: The results of this Master’s Thesis open up the possibility of creating a comfortable and non-
invasive device with minimal interference in daily activities, capable of early detecting respiratory diseases, bene-
fiting patients, healthcare professionals, and national health systems.

Keywords: Deep Learning, Cough, Detector, Time-frequency analysis, Respiratory diseases.
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Capítulo 1

INTRODUCCIÓN

El propósito de este capítulo es presentar el contexto y la justificación del presente Trabajo de Fin de Master,
que se basa en el empleo de técnicas de aprendizaje profundo (Deep Learning, DL) para la identificación y el
diagnóstico de toses mediante espectrogramas de señales acústicas. Se describen los fundamentos teóricos de las
señales acústicas de tos, los alcances y la metodología, así como las ventajas y los retos de este enfoque y una
breve introducción al contenido de la memoria.

1.1. La tos y enfermedades respiratorias asociadas

La tos es uno de los síntomas más comunes que motiva que los pacientes acudan a consulta médica. Fisiológi-
camente, la tos tiene tres fases: inspiratoria, compresiva y espiratoria. La fase de inspiración implica la inhalación
de un volumen variable de aire que permite el estiramiento de los músculos espiratorios, optimizando la relación
longitud-tensión. La fase de compresión implica un cierre breve (200 ms) de la glotis para preservar el volumen
pulmonar mientras se incrementa la presión intratorácica (hasta 300 mmHg en adultos) debido a la contracción
isométrica de los músculos espiratorios contra una glotis ocluida. La fase de espiración se inicia con la apertura de
la glotis, liberando un flujo espiratorio supramáximo corto (30-50 ms) (hasta 12 l/s en adultos, también llamado
“pico de tos”) seguido de flujos espiratorios más bajos (3-4 l/s) que se prolongan otros 200-500 ms [1].

Dado que la fase espiratoria de la tos dura entre 230-550 ms, cualquier sonido de tos que dure menos de 200
ms podría descartarse. Además, los 200 ms antes y después de un sonido de tos pueden comprender las fases
compresiva y espiratoria de baja amplitud del sonido de la tos [2].

Sin embargo, sus sonidos característicos se considera individualizado de manera similar a la voz y son gene-
rados por la vibración de las vías respiratorias grandes y las estructuras laríngeas durante el flujo turbulento en la
espiración causados por las contracciones de los músculos de la pared torácica, el abdomen, el diafragma y la larin-
ge [3]. El flujo de aire laminar, que ocurre en vías respiratorias más pequeñas, es inaudible [1]. Puede entenderse
como un reflejo fisiológico natural dirigido a limpiar las vías respiratorias inferiores de residuos, especialmente de
mucosidad. Es, por tanto, un mecanismo de defensa para expulsar material extraño del sistema respiratorio [4], [5].

Para que el oído humano distinga diferentes sonidos de tos, como la tos productiva y la tos improductiva,
no se conoce qué vías respiratorias están involucradas en la generación ni la cantidad de secreciones requeridas.
Los fisiólogos distinguen dos tipos de tos: laríngea (un reflejo verdadero, también llamado “reflejo espiratorio”)
y traqueobronquial. En la tos laríngea, la inspiración puede ser escasa y se desencadena en situaciones clínicas
cuando los receptores laríngeos son estimulados por aspiración de material extraño. La tos traqueobronquial, por
el contrario, se desencadena distal a la laringe y puede ser voluntaria [1].

La tos puede asociarse a más de un centenar de condiciones patológicas [6]. Muchas de ellas son enfermedades
respiratorias, que pueden afectar a distintas partes del sistema respiratorio. Entre estas enfermedades se pueden
mencionar:

La enfermedad del sueño o apnea del sueño es un trastorno que interrumpe la respiración durante el sueño.
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La tuberculosis es una enfermedad causada por bacterias que afecta principalmente a los pulmones.

La bronquiectasia es un enrojecimiento y engrosamiento de los bronquios.

El neumotórax es la presencia de aire en la cavidad pleural.

La fibrosis quística es una enfermedad genética que afecta los pulmones y otros órganos.

La neumonía es una infección por bacterias, virus u hongos en los pulmones.

La bronquiolitis es una infección viral de los bronquiolos.

La sinusitis es una inflamación de los senos y conductos nasales, así como los senos paranasales.

La rinitis es una inflamación de las membranas mucosas de la nariz.

La amigdalitis, faringitis y laringitis es la inflamación de las amígdalas, faringe y laringe respectivamente.

La tos ferina o pertusis o tos convulsiva es una infección bacteriana grave de los pulmones que causa tos
violenta.

En cambio, otras enfermedades respiratorias son más genéricas (resfriado, influenza o gripe, alergias, etc.) y
entre ellas destaca la COVID-19, causada por el virus pandémico síndrome respiratorio agudo severo coronavirus
2 (SARS-CoV-2), que apareció como un nuevo agente patógeno humano en la ciudad de Wuhan, en la provincia
de Hubei, China en diciembre de 2019 [7]. Según la OMS, a las 5:43 p.m. CEST del 17 de mayo de 2023, se han
confirmado 766.440.796 casos de COVID-19 en el mundo, con 6.932.591 fallecimientos. A 14 de mayo de 2023
se han administrado 13.350.702.229 dosis de vacunas [8]. Asimismo, existen dos grupos de enfermedades muy
frecuentes que son:

Enfermedad pulmonar obstructiva crónica (EPOC o COPD por sus siglas en inglés): Hace referencia al grupo
de enfermedades respiratorias crónicas que provocan obstrucción de las vías respiratorias, lo que dificulta la
respiración. Las enfermedades que se incluyen en la EPOC son el enfisema (enfermedad crónica en la que los
alvéolos se dañan y pierden elasticidad), la bronquitis crónica (inflamación de los bronquios) y, en algunos
casos, el asma (enfermedad crónica que provoca inflamación y estrechamiento de las vías respiratorias). Los
síntomas de la EPOC pueden incluir tos crónica, dificultad para respirar y fatiga.

Enfermedad Pulmonar Intersticial (EPI) [9]: es el nombre de un grupo de enfermedades que causan que el
tejido alrededor de los alvéolos, que se denomina intersticio, se vuelve rígido o cicatrizado, y los sacos de
aire no pueden expandirse tanto. Esto hace que sea difícil obtener suficiente oxígeno. La cicatrización se
llama fibrosis pulmonar. La EPI puede ocurrir sin una causa conocida. Esto se denomina EPI idiopática. La
Fibrosis Pulmonar Idiopática (FPI) es la enfermedad más común de este tipo. Asimismo, existen docenas de
causas conocidas de la EPI que incluyen:

• Enfermedades autoinmunitarias (en las cuales el sistema inmunitario ataca al cuerpo) como el lupus,
la artritis reumatoidea, la sarcoidosis y la esclerodermia.

• Inflamación de los pulmones debido a la inhalación de una sustancia extraña, como ciertos tipos de
polvo, hongos o moho (neumonitis por hipersensibilidad).

• Medicamentos (como nitrofurantoína, sulfamidas, bleomicina, amiodarona, metotrexato, oro, inflixi-
mab, etanercept y otros medicamentos quimioterapéuticos).

• Radioterapia dirigida al tórax.
• Las enfermedades pulmonares ocupacionales (EPOs), o relacionadas con el trabajo, son aquellas cau-

sadas o que empeoran por los materiales a los que está expuesta e inhala una persona en su lugar de
trabajo. La inhalación durante un período prolongado del polvo del carbón mineral, grafito o carbón
artificial causa la Neumoconiosis de los Mineros del Carbón (NMC) también conocida como enferme-
dad del pulmón negro, la inhalación de fibras de asbesto causa la asbestosis, la inhalación de polvo de
hierro causa la siderosis, la inhalación de polvo que contiene sílice causa la silicosis y la inhalación del
polvo proveniente del heno mohoso, la paja y los granos causa la neumopatía de los granjeros.
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1.1. La tos y enfermedades respiratorias asociadas

• Infección y recuperación parcial de enfermedades como el COVID-19.

Las enfermedades respiratorias pueden ser causadas por diferentes factores, como infecciones, exposición a
ciertos químicos o polvo, o factores genéticos. Los síntomas de las enfermedades respiratorias pueden incluir
dificultad para respirar, tos, dolor en el pecho, fatiga y falta de aire. Además, la tos puede estar asociada al estilo de
vida (fumadores, personas sedentarias, etc.). Muchas de estas enfermedades no sólo son una de las mayores causas
de muerte en el mundo [10], sino que constituyen además una importante carga económica para los sistemas de
salud [11].

A pesar de que los sonidos de la tos transmiten información vital sobre el estado del sistema respiratorio, no
existen métodos de referencia para evaluar objetivamente la tos [12]. Esto explica que, hasta hace pocos años, el
estudio de la tos se haya limitado a herramientas de medición subjetiva: el profesional suele pedir al paciente que
aporte su propia apreciación sobre la frecuencia y la gravedad de su tos y sobre cómo afecta a su calidad de vida.
En este proceso se suelen utilizar tablas de puntuación de tos, diarios y cuestionarios sobre sintomatología como
el cuestionario de tos de Leicester [13] y el índice de disnea de referencia/transicional [14], [15]. Sin embargo,
este enfoque presenta algunos inconvenientes que pueden llevar a una interpretación errónea de los síntomas [16].
En primer lugar, las limitaciones reales del sistema auditivo humano y de otros instrumentos empleados (e.g.,
los estetoscopios), que se comportan como filtros paso bajo [17]. En segundo lugar, existe una variabilidad entre
expertos [18]. Por último, los aspectos secundarios de las enfermedades subyacentes, como su comorbilidad física
y psicológica [19] pueden también sesgar la interpretabilidad.

Para superar estas limitaciones, las instituciones gubernamentales han resaltado no sólo el alto potencial de
la telemedicina en la gestión de enfermedades respiratorias, sino también la necesidad creciente de incrementar
la investigación en esta área específica [20]. En los últimos años, y sobre todo con la irrupción de la pandemia
de COVID-19, ha habido un esfuerzo creciente en la investigación de métodos que permitan medir y analizar de
forma objetiva los eventos de tos. Para lograr una monitorización de la tos objetiva, precisa y fiable, son necesarios
enfoques para la detección automática de la tos a partir de datos de audio [21]-[23]. Sin embargo, la mayoría de
los modelos de detección actuales se basan en datos que se registran en un entorno controlado o se componen
artificialmente de clips de sonido, mientras que el entorno real conlleva diferentes desafíos [24], [25].

El desafío de diseñar un sistema automatizado de detección de tos es múltiple. En comparación con el proce-
samiento de audio general, la detección de tos tiene sus propios desafíos. En el reconocimiento de voz, se pueden
descubrir las mismas pistas de pronunciación de diferentes personas. Por otro lado, el sonido de la tos varía mucho
debido a las diferentes causas, cursos de enfermedades y anatomías. Además, la aparición repentina de tos difi-
culta su registro. Todas estas razones impiden alcanzar una precisión similar a la detección de voz en la tarea de
detección de tos [26]-[28]. Particularmente desafiante es la rara aparición de tos, que exige una alta especificidad
del sistema de detección de tos para evitar falsas alarmas de otros sonidos respiratorios similares y más frecuentes,
como el carraspeo, la risa o el habla. Además, se ha identificado una sensibilidad superior al 90 % para satisfacer
los requisitos de los expertos [12]. Otro desafío es que un sistema de detección de tos debe ser capaz de operar
continuamente durante un período de tiempo prolongado para capturar una frecuencia de tos representativa con
respecto a un trastorno respiratorio, es decir, varias horas, una noche o incluso un día completo. Por lo tanto, el
sistema de detección de tos debe estar conectado a la fuente de alimentación o la vida útil de la batería del sistema
debe ser lo suficientemente larga. Dado que se prevé que la mayoría de los sistemas de detección de tos funcionen
en el campo bajo cualquier circunstancia, funcionan con una vida útil limitada de la batería y, por lo tanto, la
eficiencia energética es un criterio de diseño crítico [29].

Las enfermedades respiratorias causan alrededor de 1 millón de muertes anuales en la Región Europea de la
OMS. El cáncer de pulmón es la principal causa de muerte respiratoria, seguido de la EPOC, las infecciones de
las vías respiratorias inferiores y la tuberculosis. Más de la mitad de todas las muertes por enfermedades respira-
torias (y al menos una cuarta parte de todos los ingresos hospitalarios por enfermedades respiratorias) se deben a
enfermedades causadas por el tabaquismo. Se prevé que el cáncer de pulmón y la EPOC como causas de muerte
seguirán aumentando hasta 2015 y 2030 respectivamente.

El total anual estimado de los costes convencionales directos (sanitarios) más indirectos (pérdida de produc-
tividad) del asma, la EPOC, el cáncer de pulmón, la tuberculosis, las infecciones respiratorias agudas, la fibrosis
quística y el síndrome de apnea obstructiva del sueño (SAOS) en los 28 países de la UE es de al menos 96.000
millones de euros. Si, además, se incluye el valor monetizado de los años de vida ajustados por discapacidad per-
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Capítulo 1. Introducción

didos debido a discapacidad y muerte prematura, el costo total supera la asombrosa cifra de 380 000 millones de
euros. Debe tenerse en cuenta que, debido a la imposibilidad de costear muchas condiciones, incluso estos totales
son subestimaciones significativas de la carga socioeconómica general de las enfermedades respiratorias en la UE
[30].

Un dispositivo móvil que detecta la tos podría usarse en un teléfono inteligente para el seguimiento continuo
en tiempo real de pacientes con afecciones respiratorias, mediante grabaciones de audio obtenidas de ambientes
ruidosos de la vida cotidiana. Esto supondría una herramienta fiable para los profesionales, de forma que se pueda
impulsar el potencial de la telemedicina en el ámbito de las enfermedades respiratorias. Además, desde la perspec-
tiva del paciente, este sistema de seguimiento sería más confortable y provocaría una interferencia mínima en sus
actividades diarias. De este modo, serían menos conscientes de su medicalización.

Desde el punto de vista del procesamiento de señales, un evento de tos es una señal no estacionaria sin una
estructura formante clara y que se compone de tres fases: la fase explosiva, la fase intermedia y la fase vocal.
La duración media es de aproximadamente 300 ms. Su espectro presenta generalmente un pico de alta energía
alrededor de 400 Hz y un pico secundario entre 1.000 y 1.500 Hz [18].

Estas señales no tienen una estructura formante definida y se caracterizan por un contenido espectral disperso.
Asimismo, los eventos de tos pueden tener: fases intermedias fuerte y débiles, fase vocal ausente y fase vocal fuerte
y débiles. A pesar de que los eventos de tos presentan una forma de onda parecida, existe una variabilidad inter e
intra-paciente que afecta tanto la duración como la intensidad de las tres fases [31].

1.2. Objetivos
Este TFM tiene como propósito emplear técnicas de aprendizaje profundo (Deep Learning) para diseñar un

sistema de “audición máquina” (Machine Hearing) que procese espectrogramas de señales acústicas y los clasifique
de acuerdo a su contenido. Específicamente, se pretende reconocer los espectrogramas que contienen tos y los que
no, y además clasificar cada tos a partir de sus propiedades espectrales según la enfermedad respiratorias asociada
a la tos o el tipo de tos. Para alcanzar el objetivo general, se plantean los siguientes subobjetivos específicos:

Diseñar dos sistemas de “audición máquina” (Machine Hearing) que utilicen una red neuronal recurrente
convolucional para clasificar espectrogramas generados a partir de clips de audio. En primer lugar, un sistema
capaz de detectar la presencia de tos en los espectrogramas, usando la base de datos “Palencia” (sección
6.1.1) como conjunto de entrenamiento. En segundo lugar, un sistema capaz de clasificar la tos, usando la
base de datos COUGHVID [2] (sección 6.2.1) como conjunto de entrenamiento. De esta forma, se pretende
crear una herramienta que facilite la identificación temprana de patologías respiratorias a partir del análisis
de la tos.

Desarrollar un sistema que supere el rendimiento de los sistemas existentes en la literatura para la detec-
ción de tos y buscar ser capaz de clasificar los clips de audio con tos dependiendo de las enfermedades
respiratorias asociadas a la tos o el tipo de tos.

Este trabajo se enmarca en el desarrollo de un monitor robusto para su futura implementación mediante un
teléfono inteligente que permita supervisar en tiempo real a pacientes respiratorios. De esta forma, los pacientes
podrán tener una mínima interferencia en sus actividades cotidianas, al ser supervisados por un dispositivo cómodo
y no invasivo. Este dispositivo, mediante el seguimiento continuo de los parámetros respiratorios de los pacientes,
podría detectar de forma precoz alteraciones pulmonares, optimizando el diagnóstico, el tratamiento y la preven-
ción de enfermedades respiratorias, con impacto positivo en la calidad de vida de los pacientes, la eficiencia de los
profesionales sanitarios y la sostenibilidad de los sistemas nacionales de salud.

1.3. Fases y métodos
Después de definir los objetivos que se quieren lograr para solucionar el problema planteado, se ha seguido una

metodología de trabajo basada en el diseño, la implementación y la validación, que se compone de las siguientes
fases:
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1.4. Medios necesarios

a) Realizar un proceso de segmentación de las señales de audio de la base de datos propia (“Palencia”) que se
empleará para la detección de tos, con el fin de obtener fragmentos de audio de un segundo que incluyan
la tos a analizar y el mismo número que no incluyan tos. Aplicar un filtro y una estandarización a la base
de datos pública COUGHVID [2] que se utilizará para la clasificación de los audios de tos, debido a que
contiene fragmentos de audio de distintas calidades y formatos para que sean compatibles con nuestra red.

b) Adaptación de los datos para que puedan alimentar durante su aprendizaje a una red neuronal recurrente
convolucional (C-LSTM), que requiere imágenes como entrada. Para ello se ha calculado el espectrograma
de cada señal de audio, obteniendo las representaciones visuales de las frecuencias y amplitudes del sonido.
Para obtener los mejores resultados, buscamos el tipo de espectrograma que más información relevante
aporte a la red.

c) Diseño y ajuste de los parámetros e hiperparámetros de las redes neuronales recurrentes convolucionales
para la detección de audios con tos y clasificación de tos según el tipo o la patología asociada.

d) La base de datos propia (“Palencia”) se utiliza como conjunto de entrenamiento para el sistema capaz de
detectar la presencia de tos en los espectrogramas y la base de datos pública COUGHVID se utiliza co-
mo conjunto de entrenamiento para el sistema capaz de clasificar la tos. En ambos casos los conjuntos de
datos utilizados para el entrenamiento, la validación y el test de las distintas redes neuronales no tienen
solapamiento.

e) Evaluación del rendimiento de las redes entrenadas para la detección y clasificación de audios con tos según
el tipo o la patología asociada, usando medidas como exactitud, sensibilidad, especificidad, área bajo la curva
Característica Operativa del Receptor (Receiver Operating Characteristic, ROC), valor predictivo positivo y
valor predictivo negativo, estas métricas se describen en el capítulo 3.

1.4. Medios necesarios

En este apartado se detallan el hardware, software y las fuentes bibliográficas que se han utilizado para el
desarrollo de este proyecto:

Hardware

Ordenador de sobremesa con las siguientes especificaciones:

• Procesador Intel R© CoreTM i7-7700 CPU @ 3,60GHz

• 16 GB de memoria RAM

• Tarjeta gráfica NVIDIA GeForce R© GTX 1050 con 2 GB de memoria GPU

Conexión remota a los servidores de cálculo del Laboratorio de Procesado de Imagen (LPI) de la Universidad
de Valladolid (UVa). En particular, se ha utilizado el servidor tebas, con las características:

• 2 procesadores Intel R© Xeon R© CPU E5-2697 v4 @ 2,30GHz con 70 hilos

• 484 GB de memoria RAM

• Tarjetas gráficas NVIDIA R© Quadro RTXTM 5000 con 16 GB de memoria GPU y NVIDIA R© Quadro
RTXTM 6000 con 24 GB de memoria GPU

Software

Kubuntu 21.04 : Distribución Linux derivada de Ubuntu que utiliza KDE Plasma como entorno de escritorio.

Anaconda : Distribución libre y abierta de los lenguajes Python y R, utilizada en ciencia de datos y aprendi-
zaje automático.
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• Python : Lenguaje de programación interpretado y multiparadigma, que soporta orientación a objetos,
programación imperativa y programación funcional.

• Spyder : Entorno de desarrollo integrado (Integrated Development Environment, IDE) multiplataforma
y de código abierto para programación científica en Python. Ofrece un editor de código con resaltado
de sintaxis, depurador, consola interactiva, explorador de variables y otras herramientas útiles para el
desarrollo.

• Jupyter notebook : Entorno computacional interactivo basado en la web.
• TensorFlow [32] : Biblioteca de código abierto para aprendizaje automático, desarrollada por Google.

Permite crear y entrenar modelos de aprendizaje profundo con una gran escalabilidad y rendimiento,
aprovechando el uso de unidades de procesamiento gráfico (GPU).

• Keras [33] : Biblioteca de Redes Neuronales de código abierto escrita en Python que se ejecuta sobre
TensorFlow, Microsoft Cognitive Toolkit o Theano.

• NumPy [34] : Extensión de Python que le añade mayor soporte para vectores y matrices, y una biblio-
teca de funciones matemáticas para operar con ellos.

• SciPy [35] : Biblioteca libre y de código abierto para Python que contiene módulos para optimización,
álgebra lineal, integración, interpolación, funciones especiales, transformada rápida de Fourier (Fast
Fourier Transform, FFT), procesamiento de señales y de imagen, resolución de Ecuaciones Diferen-
ciales Ordinarias (EDOs) y otras tareas para la ciencia e ingeniería.

• Librosa [36] : Biblioteca para análisis de música y audio. Proporciona herramientas para extraer carac-
terísticas de la música y el audio.

• TensorFlow I/O [37] : Colección de sistemas de archivos y formatos de archivo que no están incluidos
entre las opciones de compatibilidad integradas de TensorFlow. Proporciona extensiones adicionales
útiles de Dataset, transmisión y sistemas de archivos.

• FFmpeg [38] : Software libre que puede grabar, convertir y reproducir audio y video en diferentes
formatos.

• Matplotlib [39] : Biblioteca para la generación de gráficos a partir de datos en listas o arrays en Python
y su extensión matemática NumPy.

• Pandas [40] : Biblioteca de software escrita como extensión de NumPy para manipulación y análisis
de datos en Python. Ofrece estructuras de datos flexibles y eficientes para trabajar con datos tabulares
o multidimensionales.

• Scikit-learn [41] : Biblioteca para aprendizaje automático de software libre para Python que se integra
con las bibliotecas numéricas y científicas NumPy y SciPy.

• tgt [42] : Paquete de Python para procesar, consultar y manipular los archivos TextGrid de Praat. Fa-
cilita la lectura, escritura y modificación de estos archivos que contienen anotaciones temporales del
habla.

Praat [43] : Software gratuito para el análisis científico del habla usado en lingüística. Permite realizar
diferentes tareas como grabación, edición, segmentación, etiquetado, análisis acústico y síntesis del habla.

LATEX[44] : Sistema de composición de textos orientado a la creación de documentos escritos con alta calidad
tipográfica.

TeXstudio [45]: Editor de texto gratuito que se utiliza para escribir documentos en LATEX.

Bibliografía

Hemeroteca de la Escuela Técnica Superior de Ingenieros de Telecomunicación (ETSIT).

Repositorios electrónicos suscritos por la UVa.

Respecto a los datos sobre los que se aplicará el análisis y evaluación de los métodos, se utilizará la base
de datos (“Palencia”) disponible dentro del grupo en el que se desarrolla el proyecto, el LPI y la base de datos
COUGHVID [2]. Estas bases de datos se explican con detalle en las secciones 6.1.1 y 6.2.1.
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1.5. Estructura del documento

1.5. Estructura del documento
El documento se compone de 8 capítulos, entre los que se encuentra el presente capítulo. A continuación se

presenta un breve resumen de su contenido:

Capítulo 1 - Introducción. Se presenta la temática del documento, así como la motivación, los objetivos pro-
puestos, las fases y medios necesarios para lograrlos y la estructura del presente documento.

Capítulo 2 - Reconocimiento de patrones. Se define el concepto de reconocimiento de patrones, Inteligencia
Artificial y Machine Learning. Se describen las diferentes técnicas de machine hearing y los principales
clasificadores que se pueden emplear.

Capítulo 3 - Técnicas para evaluar el rendimiento de un clasificador. Se describe las principales métricas
para la evaluación del rendimiento del sistema y se explica la curva ROC, la validación cruzada y las formas
de promediar los resultados.

Capítulo 4 - Redes neuronales. Se introducen las redes neuronales y una visión general del Deep Learning,
describiendo los diferentes tipos de redes que se pueden diseñar con esta filosofía.

Capítulo 5 - Estado del arte. En este capítulo se revisan los monitores de tos anteriores para la detección de
eventos de audio con tos. Además, se muestran trabajos anteriores sobre la detección de enfermedades res-
piratorias, en concreto COVID-19.

Capítulo 6- Metodología. Este capítulo describe las bases de datos y la composición de los folds empleadas para
el entrenamiento y la evaluación de la red. En este capitulo se procede a la descripción tanto de las bases
de datos utilizadas como de la composición de los folds en los entrenamientos y test de la red. También
se detallan los pasos realizados para el preprocesamiento de las señales, que incluye la adaptación y la
preparación de los datos para su uso en la red, así como la definición, el diseño y el entrenamiento de la red
neuronal recurrente convolucional.

Capítulo 7 - Resultados y discusión. Este capítulo presenta el análisis y la discusión de los resultados obtenidos
en la detección de segmentos de audio con tos y en la clasificación de audios con tos según la patología y
el tipo de tos subyacentes. Además, se realizan comparaciones con los trabajos previos existentes en este
ámbito.

Capítulo 8 - Conclusiones y líneas futuras. En este capítulo final se resumen las principales conclusiones deri-
vadas de este Trabajo de Fin de Master y se plantean posibles líneas de trabajo futuro surgidas a partir de su
desarrollo.

Además de un capítulo en el que se recogen las fuentes bibliográficas y referencias consultadas para la re-
dacción del presente documento, se añade un capítulo de los acrónimos utilizados y un apéndice con el código
necesario para construir las redes neuronales.
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Capítulo 2

RECONOCIMIENTO DE PATRONES

El reconocimiento de patrones es una subárea de la inteligencia artificial y de la ciencia de la computación que
se centra en la capacidad de una computadora para detectar patrones y tendencias en grandes conjuntos de datos.
Esto se logra mediante el uso de algoritmos de aprendizaje automático, como clasificadores, que entrenan a un
modelo con ejemplos previamente etiquetados para que pueda realizar predicciones precisas sobre nuevos datos.

El reconocimiento de patrones se basa en el aprendizaje automático, que es el proceso a través del cual una
computadora aprende a realizar tareas sin ser explicitamente programada para hacerlas. En el aprendizaje automá-
tico, se proporciona a la computadora un gran conjunto de datos y se le permite .entrenarse.a sí misma para detectar
patrones y tendencias en esos datos. A medida que procesa más y más datos, la computadora puede mejorar su
capacidad para detectar patrones y tomar decisiones basadas en esos patrones.

El reconocimiento de patrones se utiliza en una amplia variedad de aplicaciones, como la detección de fraude,
el análisis de mercado, la detección de intrusiones en la seguridad de la información, la identificación de patrones
en grandes conjuntos de datos médicos, la clasificación de objetos, el reconocimiento de voz y de lenguaje natural
(también conocido como “machine hearing” o “machine listening”), el análisis de imágenes y vídeos, la predicción
de resultados futuros, la detección de anomalías y el análisis de sentimientos en el texto.

Un sistema automático de reconocimiento de patrones es un sistema diseñado para detectar patrones y ten-
dencias en grandes conjuntos de datos sin la intervención humana. Estos sistemas se pueden entrenar utilizando
técnicas de aprendizaje automático para mejorar su capacidad para detectar patrones a medida que procesan más y
más datos.

Un modelo general clásico de un sistema automático se compone de tres partes principales: una sección de
entrada, una sección de procesamiento y una sección de salida. La sección de entrada recibe información del
entorno externo y la convierte en una forma que puede ser utilizada por el sistema. La sección de procesamiento
lleva a cabo las operaciones necesarias para transformar la información de entrada en una salida deseada. Por
último, la sección de salida devuelve la información procesada al entorno externo en una forma que pueda ser
interpretada por el usuario o por otro sistema.

Además de las tres secciones principales, un sistema automático también puede incluir una sección de retro-
alimentación, que permite al sistema tomar decisiones y ajustar su comportamiento en función de la información
recibida. La retroalimentación puede ser utilizada para mejorar el rendimiento del sistema y permitir que se adapte
a cambios en el entorno.

Un clasificador de Deep Learning es un tipo de sistema automático que se utiliza para clasificar diferentes
objetos o categorías. Por ejemplo, un clasificador de imágenes puede ser entrenado para identificar diferentes
objetos en una imagen, como gatos, perros, árboles, etc. La sección de entrada del clasificador recibe la imagen
y la convierte en una forma que pueda ser utilizada por el sistema. La sección de procesamiento utiliza una red
neuronal profunda (Deep Learning) para analizar la imagen y asignarle una etiqueta o clase. Por último, la sección
de salida devuelve la etiqueta asignada a la imagen. La sección de retroalimentación recibe información sobre la
precisión del clasificador y la utiliza para ajustar y mejorar su desempeño en el futuro.
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2.1. Inteligencia Artificial
La inteligencia artificial (IA) es un campo de la informática que se ocupa del desarrollo de sistemas infor-

máticos capaces de simular el comportamiento y pensamiento humano. También se puede definir como campo
interdisciplinario que se centra en la creación de sistemas que puedan realizar tareas que requieren inteligencia hu-
mana, como el razonamiento, el aprendizaje y la resolución de problemas. La historia de la IA se remonta a muchos
siglos atrás, cuando se empezaron a desarrollar mecanismos y dispositivos capaces de imitar la inteligencia huma-
na. La idea de crear máquinas inteligentes que puedan resolver problemas y tomar decisiones por sí mismas ha
fascinado a la humanidad desde hace mucho tiempo. Sin embargo, el desarrollo de la IA como un campo de estudio
científico y tecnológico se remonta a la década de 1950. A continuación se presentan algunos hitos importantes en
la historia de la IA, que dividiremos en las siete etapas que vemos en la Figura 2.1 y una etapa precursora.
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Figura 2.1: Historia de la Inteligencia Artificial [46], [47].

2.1.1. Evolución histórica
Precursores (Hasta 1952): Uno de los primeros en explorar el concepto de la inteligencia artificial (IA) fue el

matemático y filósofo griego Aristóteles, quien propuso la idea de un autómata capaz de moverse por sí mismo,
este concepto de IA ha estado en evolución desde el siglo XVII, cuando el matemático y filósofo René Descartes
[48], [49] propuso que una máquina podría simular el uso de lenguaje y, por tanto, que piensa. El filósofo francés
considera la posibilidad de que puedan construirse sofisticadas máquinas, mas estas no podrían igualar al ser
humano en cuanto a la flexibilidad que va de la mano de la inteligencia genuina, la cual también da lugar a
acciones inteligentes en tanto sensibles al contexto. Luego, aunque las máquinas simularan el uso de lenguaje,
contarían solo como ingeniosos y sofisticados artefactos, cuya conducta además, en lo global, no sería adecuada
como la humana [50].

En las décadas de 1940 y 1950, un puñado de científicos de diversos campos (matemáticas, psicología, inge-
niería, economía y ciencias políticas) comenzaron a discutir la posibilidad de crear un cerebro artificial. En 1942 la
matemática Ada Byron (Lovelace) desarrolló el primer algoritmo con capacidad para ser procesado por la máquina
analítica creada por Charles Babbage [51], aunque nunca pudo probarlo, por lo que es considerada la primera pro-
gramadora de la historia. Los primeros en describir lo que los investigadores posteriores llamarían una red neuronal
fueron Walter Pitts y Warren McCulloch que analizaron redes de neuronas artificiales idealizadas y demostraron
cómo podrían realizar funciones lógicas simples en 1943 [52]. Donald Hebb propuso en 1949 la “regla de Hebb”
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[53], esta ley, explica a grandes rasgos el aprendizaje neuronal y se convirtió en la precursora de las técnicas de
entrenamiento de redes neuronales artificiales de hoy en día.

Sin embargo, la IA como lo conocemos hoy en día comenzó a desarrollarse en la década de 1950, cuando se
llevaron a cabo varios trabajos importantes en el campo. En 1950, el matemático y científico de la computación
británico Alan Turing publicó un artículo titulado “Computing Machinery and Intelligence” [54], en el que propuso
un test de inteligencia para determinar si una máquina era inteligente. Este test, conocido como el “Test de Turing”,
consiste en hacer preguntas a una máquina y a un humano y determinar si el examinador puede distinguir quién es
la máquina y quién es el humano basándose únicamente en las respuestas [55].

El nacimiento de la inteligencia artificial (1952-1956): Etapa de creación de las técnicas básicas para repre-
sentar el comportamiento inteligente tanto en el ámbito de los métodos de representación como de los lenguajes
de programación. En esta etapa se llevaron a cabo los primeros experimentos y demostraciones de sistemas de
IA, incluyendo Audrey un sistema de reconocimiento de voz que permitía reconocer dígitos en lenguaje natural
hablado que presentó Bell Labs en 1952.

El término “inteligencia artificial” se acuñó por primera vez en 1956 durante el congreso organizado por el
matemático y científico de la computación John McCarthy sobre IA en Dartmouth College de New Hampshire
(USA), en la cual participaron científicos de diversas ramas del saber. Desde entonces, la IA ha sido un campo
en constante evolución, con muchos avances y logros notables en el aprendizaje automático, el procesamiento del
lenguaje natural y el reconocimiento de patrones. En la actualidad, la IA es una tecnología importante en una
amplia variedad de campos y se espera que continúe desarrollándose a un ritmo acelerado en el futuro cercano.

IA simbólica (1956-1974): En esta etapa se estudiaron las posibilidades de aplicación industrial de la Inteli-
gencia Artificial. Rosenblatt desarrolla en 1958 una teoría para un sistema nervioso hipotético llamado perceptrón
[56]. Bernard Widrow y Ted Hoff desarrollaron en 1960, la denominada “Ley de Widrow-Hoff” [57], una impor-
tante variación del algoritmo de aprendizaje del perceptrón, que dio lugar al modelo ADALINE, que constituyó la
primera red neuronal artificial aplicada a un problema real: la eliminación de los ecos de las líneas telefónicas por
medio de filtros adaptativos.

IBM demuestra Shoebox en la Feria Mundial de Seattle de 1962 una máquina que puede entender hasta 16
palabras habladas en inglés. El MIT desarrolla ELIZA entre 1964 y 1966 uno de los primeros programas en
procesar lenguaje natural e intentaba mantener una conversación de texto coherente con el usuario y entre los años
1968 y 1970 también en el MIT se desarrolla SHRDLU que es un programa de computadora para la comprensión
del lenguaje natural.. Edward Feigenbaum desarrolló Dendral entre 1965 Y 1975 para interpretar la estructura
molecular que fué el primer sistema experto en ser utilizado para propósitos reales y en 1967 Richard Greenblatt
desarrolló el primer programa de ajedrez capaz de ejecutar una partida en condiciones llamado MacHack VI.
Además Minsky y Seymour Papert publican en 1969 “Perceptrons”donde demostraron que el perceptrón no era
capaz de aprender una función XOR [58] y en el año 1970 Peter Toma crea un sistema de traducción automática
llamado SYSTRAN.

El primer invierno de IA (1974-1980): El campo de las redes neuronales fue cerrado casi por completo durante
10 años debido a la devastadora crítica de Marvin Minsky en “Perceptrons”. Además el tremendo optimismo de
los investigadores de IA había elevado las expectativas hasta niveles imposibles ya que no supieron apreciar la
dificultad de los problemas a los que se enfrentaban y cuando los resultados prometidos no se materializaron, la
financiación de la IA desapareció. En esta etapa finalizan cinco años de investigación de reconocimiento de voz
financiada por DARPA entre 1971 y 1976 que condujo a la creación de Harpy por Carnegie Mellon, una máqui-
na capaz de comprender 1011 palabras. James Anderson en 1977 desarrolló el Asociador Lineal y su extensión
conocida como red Brain-State-in-a-Box, que permitieron modelizar funciones arbitrariamente complejas [59].

Auge (1980-1987): En la década de 1980, corporaciones de todo el mundo adoptaron una forma de programa
de IA llamada “sistemas expertos” y el conocimiento se convirtió en el foco de la investigación principal de IA, la
característica principal ha venido siendo la aceptación de la IA como una actividad informática profesional, de tal
forma que desde 1981 las aplicaciones técnicas no son sólo desarrolladas por los laboratorios especializados, sino
también por empresas que realizan aplicaciones para la industria y el mundo empresarial en general.

En 1982 el informático británico David Marr publica su famoso libro “Vision: A Computational Investigation
into the Human Representation and Processing of Visual Information” [60], en el que describe cómo se puede
desarrollar un sistema informático capaz de reconocer objetos a partir de imágenes y John Hopfield presentó su
trabajo sobre redes neuronales describiendo con claridad y precisión una variante del Asociador Lineal inspirada en
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la minimización de la energía presente en los sistemas físicos, conocida como “red de Hopfield” [61]. También, en
ese mismo año Fujitsu comenzó el desarrollo de “computadoras pensantes” para diversas aplicaciones en robótica.
En 1985 Judea Pearl acuñó el término red bayesiana [62], y Geoffrey Hinton y Terry Sejnowski inventaron un tipo
de red neuronal recurrente estocástica llamada la Máquina de Boltzmann [63] en honor al físico austriaco Ludwig
Boltzmann.

Werbos [64], Parker [65] y LeCun [66] formularon una nueva regla, la denominada “Regla Delta Generalizada”,
que dió lugar a un avance muy significativo en el aprendizaje supervisado. En 1986 Rumelhart desarrollo back-
propagation [67] que es un algoritmo de aprendizaje supervisado para redes neuronales artificiales que ofreció una
solución muy potente para la construcción de redes neuronales más complejas al evitar los problemas observados
en el aprendizaje del perceptrón simple. Este algoritmo constituye desde entonces una de las reglas de aprendizaje
de mayor utilización para el entrenamiento de la red conocida como perceptrón multicapa [68]. Además los RBM
fueron inventados en 1986 por Paul Smolensky, aunque inicialmente bajo el nombre de Harmonium y en el mismo
año Michael Jordan creo la primera SRN llamada red de Jordan [69].

El segundo invierno de IA (1987-1993): La fascinación de la comunidad empresarial por la IA aumentó y
disminuyó en la década de 1980 en el patrón clásico de una burbuja económica. Yann LeCun en 1989 presentó el
prototipo de una red neuronal convolucional diseñada para el reconocimiento de caracteres manuscritos e impresos
que luego se llamó LeNet [70]. En la década de 1990 como un experimento de computación afectiva el MIT crea
Kismet que es una cabeza de robot que puede reconocer y simular emociones. En 1990 el investigador de robótica
Rodney Brooks apuntó directamente a la hipótesis del sistema de símbolos físicos, argumentando que los símbolos
no siempre son necesarios ya que “el mundo es su propio mejor modelo” [71]. En 1991, Turk y Pentland desarrollan
la tecnología denominada Eigenfaces [72], capaz de reconocer un rostro humano dentro de una fotografía.

IA (1993–2011): El campo de la IA, que ahora tiene más de medio siglo, finalmente logró algunos de sus
objetivos más antiguos. Parte del éxito se debió al aumento de la potencia de las computadoras y parte se logró
centrándose en problemas aislados específicos y persiguiéndolos con los más altos estándares de responsabilidad
científica. En 1997 el equipo de Dragon Systems lanzó el sistema de reconocimiento de voz Dragon NaturallyS-
peaking, el primer sistema mediante el cual no era necesario realizar pausas entre cada palabra, además, era capaz
de entender 100 palabras por minuto. En noviembre de 1997 se publica en la revista Neural Computation el artículo
principal de LSTM [73] escrito por Sepp Hochreiter y Jürgen Schmidhuber. El 11 de mayo de 1997 el programa de
ordenador Deep Blue [74] de IBM derrota al campeón mundial de ajedrez Garry Kasparov y también el 11 de mayo
pero de 1999 se introdujo el primer modelo de consumo de una serie de mascotas robóticas diseñadas y fabricadas
por Sony llamada AIBO. Posteriormente la década de los años 2000, comienza con la presentación de la compañía
japonesa Honda del primer robot autónomo, el robot ASIMO, capaz de moverse de manera autónoma y realizar
tareas simples. Geoffrey Hinton en 2006 propuso la red de creencia profunda (DBN) [75] que es un modelo gráfico
generativo, y más tarde en 2009, Salakhutdinov y Hinton propusieron una arquitectura de red neuronal profunda
llamada “máquina de Boltzmann profunda” (DBM) [76]

Aprendizaje profundo, big data e inteligencia artificial general (2011-presente): En las primeras décadas del
siglo XXI, el acceso a grandes cantidades de datos (conocidos como “big data”), computadoras más baratas y
rápidas, y técnicas avanzadas de aprendizaje automático se aplicaron con éxito a muchos problemas en toda la
economía. De hecho, McKinsey Global Institute estimó en su famoso artículo “Big data: La próxima frontera para
la innovación, la competencia y la productividad” [77] que “para 2009, casi todos los sectores de la economía
estadounidense tenían al menos un promedio de 200 terabytes de datos almacenados”.

2.1.2. Grandes hitos en los últimos años
IBM desarrolló Watson, un sistema de IA capaz de responder a preguntas formuladas en lenguaje natural,

que en febrero de 2011 compitió y ganó en el popular programa de televisión “Jeopardy!”, derrotando a sus dos
oponentes humanos. El 4 de octubre de 2011, Apple anunció el sistema de reconocimiento de voz comercial
basado en IA, llamado “Siri”, que se incluiría con el iPhone 4S. El 14 de junio de 2011, Google anunció en su
evento Inside Google Search que comenzaría a implementar “Voice Search” en Google.com durante los próximos
días. En Android 4.1+ (Jelly Bean), se fusionó con “Google Now”, presentado por Google el 27 de junio de 2012
como parte de la demostración principal de Android 4.1 Jelly Bean en Google I/O 2012. En la Conferencia de
desarrolladores de Microsoft BUILD en abril de 2014 se demostró por primera vez “Cortana”. En noviembre

12 Diego Pérez Alonso



2.1. Inteligencia Artificial

de 2014, Amazon anunció el asistente virtual “Alexa”. En Google I/O 2016, Google presentó su nuevo asistente
personal inteligente “Google Assistant”, que sería una especie de evolución de “Google Now”. Sin embargo, a
diferencia de “Google Now”, el Asistente puede establecer un diálogo bidireccional con el usuario.

La primera red neuronal profunda que ganó el desafío de clasificación de imágenes ILSVRC [78], [79] fue
AlexNet-8 (SuperVision) [80], que en 2012 redujo el error (top-5) al 15,3 %, en comparación con el 26,2 % de la
segunda mejor entrada. Posteriormente ZFNet (Clarifai) ganó ILSVRC-2012, Inception (GoogLeNet) [81] ganó
ILSVRC-2014 y ResNet (MSRA) [82] ganó ILSVRC-2015, donde los investigadores de Microsoft informaron
que sus CNN excedían la capacidad humana en las tareas de ILSVRC. Las últimas ediciones fueron ganadas por
ResNeXt [83] en ILSVRC-2016 y SENet [84] en ILSVRC-2017, que redujo el error (top-5) al 2,251 %, superando
la entrada ganadora de 2016 que obtuvo un 3,57 %. Finalmente cabe destacar tres redes neuronales que obtuvieron
resultados de vanguardia en muchos puntos de referencia de visión por computadora como son ViT [85] y CLIP
[86], [87] en 2021, y CoCa [88] en 2022.

En 2016 cabe destacar YOLO [89]-[99], que hace uso de una única red neuronal convolucional para detectar
objetos en imágenes en tiempo real. En enero de 2018 se abrió la primera tienda sin cajeros del mundo llamada
Amazon Go [100]. Posteriormente se desarrollaron sistemas de IA capaces de superar a los médicos humanos en
la detección de ciertos tipos de cáncer como el cáncer de pulmón [101] en 2019 y el cáncer de mama [102] en
2020. El equipo de Meta AI en abril de 2023 publicó SAM [103], un modelo de Inteligencia Artificial (IA) capaz
de “recortar” cualquier objeto, en cualquier imagen, con un solo clic, ya que ha aprendido una noción general de
lo que son los objetos y esta comprensión permite al sistema la segmentación rápida con generalización de disparo
cero (zero-shot) a objetos e imágenes desconocidos sin requerir capacitación adicional.

En 2022 se han desarrollado varias IA capaces de crear imágenes a partir de una breve descripción, como
DALL-E 2 [104], [105], cuyas imágenes son seleccionadas por CLIP; GLIDE [106]; Midjourney [107]; Imagen
[108]; y Stable Diffusion [109]. Llegando a ganar el primer lugar en la competencia de arte digital en la Feria
Estatal de Colorado de 2022 una imagen de Midjourney llamada Théâtre d‘Opéra Spatial. Además, basándose en
Stable Diffusion se ha creado Riffusion [110] para generar música; basándose en DALL-E 2 se ha creado Bing
Image Creator [111]; y basándose en Imagen se han creado Imagen Editor [112] para editar imágenes e Imagen
Video [113] para generar vídeos. Por otra parte se ha desarrollado Instant NeRF [114] para generar escenas 3D en
segundos a partir de imágenes 2D, que ha dado lugar a DreamFusion [115], que crea escenas 3D a partir de texto
usando imágenes 2D, y ClimateNeRF [116], que simula entornos climáticos.

En marzo de 2016 un sistema de aprendizaje automático llamado “AlphaGo” [117] desarrollado por la empresa
“DeepMind” derrota al campeón mundial de Go, Lee Sedol. En octubre de 2017, presentaron una versión mejorada
llamada “AlphaGo Zero” [118] que no utiliza datos humanos. En diciembre de 2017 presentan “AlphaZero” [119],
que utiliza un enfoque generalizado para derrotar a “Stockfish” en ajedrez y “Elmo” en shogi y “AlphaGo Zero”
en Go. En noviembre de 2019, se presenta “MuZero” [120] igualando el desempeño de “AlphaZero” en ajedrez y
shogi, mejorandolo en Go y superando el rendimiento medio y mediano de R2D2 [121] en toda la suite de juegos de
Atari. A finales de 2021, se propuso una variante más eficiente de “MuZero”, denominada “EfficientZero” [122].

En diciembre de 2018, “AlphaStar” [123]-[125] de DeepMind venció a “MaNa”, uno de los jugadores profe-
sionales de StarCraft más fuertes del mundo, por 5-0. En julio de 2019, la nueva versión restringida de “AlphaStar”
[126] compitió de forma anónima y en agosto de 2019, “AlphaStar” [127] había alcanzado el nivel de gran maestro,
ubicándose entre el 0,2 por ciento superior de los jugadores humanos [128]. DeepMind también ha desarrollado
IAs competentes en otros juegos como Quake III Arena Capture the Flag [129], OpenAI en Dota 2 [130] y Meta AI
en póquer [131]. En Minecraft OpenAI ha llegado a fabricar herramientas de diamante observando vídeos [132],
[133] mientras que DeepMind lo logró a través del aprendizaje por refuerzo [134].

DeepMind presentó “AlphaTensor” [135], [136], basándose en “AlphaZero”, que descubre nuevos algoritmos
para multiplicar matrices de forma más eficiente, una IA para el control magnético de plasmas tokamak a través del
aprendizaje por refuerzo profundo [137] y “AlphaFold” [138]-[140] para la predicción de la estructura de proteínas.

Google lanzó un modelo de lenguaje llamado “BERT” [141] en 2018, que se utilizó para mejorar significa-
tivamente la precisión de las tareas de procesamiento del lenguaje natural, como la comprensión del lenguaje y
la clasificación de texto, basándose en Transformer [142], una arquitectura de red neuronal que Google Research
inventó y abrió en 2017. Posteriormente lanzaron “LaMDA” [143] en 2021, una IA que es capaz de mantener
conversaciones naturales con humanos, hasta tal punto que el ingeniero de Google Blake Lemoine llegó a asegurar
que tiene consciencia después de entrevistar a “LaMDA” [144], [145]. Más tarde, buscando cuál es el tamaño
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óptimo del modelo y la cantidad de tokens de entrenamiento para un presupuesto de cómputo dado, desarrollaron
Chinchilla [146], que supera a Gopher [147] con el costo de cómputo de entrenamiento a pesar de tener 70 billones
de parámetros en comparación con los 280 billones de Gopher.

En 2022 Google anunció el LLM PaLM [148], que superó en rendimiento a todos los modelos conocidos hasta
el momento y en el que se basan varias IAs en campos específicos como PaLM-SayCan [149], para que un robot
realice tareas físicas siguiendo instrucciones textuales; Minerva [150], capaz de resolver cuestiones matemáticas
y científicas usando razonamiento paso a paso; y Med-PaLM [151], para brindar respuestas seguras y útiles en el
dominio médico. Finalmente, en 2023 anunciaron PaLM 2 [152], que impulsa el chatbot Bard [153] y el copiloto
de Workspace [154], además de ser la base de Med-PaLM 2 [155], ahora con capacidades multimodales para
sintetizar información como radiografías y mamografías; Codey, un modelo básico de texto a código; y Sec-PaLM,
una versión especializada de PaLM 2 entrenada en casos de uso de seguridad y un salto potencial para el análisis
de ciberseguridad [156].

Por su parte, OpenAI creó en 2018 GPT [157], en 2019 GPT-2 [158], gracias al cual se desarrolló el primer
sistema de inteligencia artificial experto en comprender y escribir en lengua española, llamado MarIA [159], y en
2020 GPT-3 [160], capaz de realizar una amplia variedad de tareas de lenguaje natural, incluyendo la traducción,
la escritura de código y la respuesta a preguntas, generando texto coherente y realista. Este último ha dado lugar
a Codex [161], que traduce el lenguaje natural a código e impulsa a GitHub Copilot [162], y cuyo competidor
es AlphaCode [163] de DeepMind. Más tarde, a partir de un modelo de la serie GPT-3.5, se desarrolló ChatGPT
[164] usando aprendizaje por refuerzo a partir de retroalimentación humana (RLHF), mediante los mismos métodos
que InstructGPT [165], dando lugar a una IA que interactúa de forma conversacional, capacitada para seguir una
instrucción en un “prompt” y proporcionar una respuesta detallada. Posteriormente, lanzaron GPT-4 [166], que
se introdujo en Microsoft 365 Copilot [167], en Bing [168] para potenciar las búsquedas, lo que ha hecho que
ocurran sucesos similares a lo que pasó con LaMDA de Google [169], y en Windows Copilot [170], sustituyendo
a Cortana.

También debemos mencionar otros grandes proyectos en este campo, como Jurassic-1 [171] de AI21 Labs,
MT-NLG [172], resultado de un esfuerzo conjunto entre Microsoft y NVIDIA, BLOOM [173], desarrollado en el
proyecto BigScience, y OPT-175B [174] de Meta AI. Estos dos últimos modelos democratizan el acceso a modelos
lingüísticos a gran escala. Meta AI también ha entrenado un modelo de lenguaje en las secuencias de millones
de proteínas naturales, llamado ESM [175], [176], para completar los espacios en blanco en una secuencia de
proteínas, presentando evidencia de que los modelos de lenguaje aprenden las propiedades de las proteínas, como
su estructura y función. Otro modelo destacado de Meta AI es NLLB [177], que es capaz de ofrecer traducciones de
alta calidad directamente entre más de 200 idiomas, incluidos idiomas de bajos recursos como asturiano, luganda,
urdu y más.

Con respecto a modelos de voz a texto, tenemos a Whisper [178], que es un sistema de reconocimiento au-
tomático de voz (ASR) de OpenAI entrenado con 680 mil horas de datos supervisados multilingües y multitarea
recopilados de la web. Además, permite la transcripción en varios idiomas, así como la traducción de esos idiomas
al inglés, y su principal competidor es Chirp [179] de Google, basado en el modelo USM [180]. También podemos
hablar de una nueva generación de códecs de audio impulsados por IA, como Satin [181] de Microsoft, Lyra V2
[182] de Google y EnCodec [183] de Meta AI.

Por otro lado, respecto a los modelos de texto a voz, tenemos a VALL-E [184], un enfoque de modelado
de lenguaje para la síntesis de texto a voz (TTS) de Microsoft, entrenado con 60 mil horas de habla en inglés,
donde emergen capacidades de aprendizaje en contexto y se puede utilizar para sintetizar voz personalizada de alta
calidad con solo una grabación registrada de 3 segundos de un hablante desconocido. También existe Voicebox
[185] de Meta AI, siendo uno de los primeros en este campo WaveNet [186] de DeepMind, que entrenaba solo con
44 horas. Un enfoque relacionado es el de MusicLM [187] de Google Research, un modelo para generar música
de alta fidelidad a partir de descripciones de texto que se basa en AudioLM [188] como componente generativo
y confía en MuLan [189] para la generación de texto necesaria para el entrenamiento. También existe MusicGen
[190] de Meta AI y una versión comercial llamada Mubert [191].

Observando estos modelos de IA, podemos pensar en combinarlos. Por ejemplo, utilizando el modelo Whisper
para transcribir de voz a texto, el modelo ChatGPT como controlador [192], que, interactuando de forma conversa-
cional, nos proporcione una respuesta detallada y, finalmente, el modelo VALL-E para sintetizar voz personalizada
de alta calidad, como vemos en la Figura 2.2.
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Otro enfoque es el que ha dado DeepMind con Gato [193], una red neuronal que con los mismos pesos puede
ejecutar Atari, subtitular imágenes, chatear, apilar bloques con un brazo robótico real y mucho más, decidiendo en
función de su contexto si generar texto, pares de unión, pulsaciones de botones u otros tokens. Además de modelos
de IA multimodales como ImageBind [194] de Meta AI, el primer modelo capaz de vincular información de seis
modalidades: texto, imagen/video, audio, sensores de profundidad (3D), térmicos (radiación infrarroja) y unidades
de medición inercial (IMU), que calculan el movimiento y la posición.

"Pon luz de fiesta y
buena música a las 8 pm

cada dos martes"

if weekday() == Tue:
<SMART HOME API CODE>

return <confirmation msg>

Turn on the party light
and play cool music at 8
pm every other Tuesday

"Claro Jim, lo he 
configurado de acuerdo

a tu preferencia"
+Muestra de voz

de 3 segundos

Figura 2.2: Ejemplo de concatenación de Whisper, ChatGPT y VALL-E.

2.1.3. Clasificación

Como hemos visto, la IA es un campo en constante evolución que ha dado lugar a una gran cantidad de in-
vestigación y desarrollo en los últimos años. A medida que esta tecnología avanza, es importante comprender y
clasificar las distintas formas en las que puede manifestarse. En esta sección, exploraremos las distintas clasifica-
ciones de la IA según su capacidad de pensamiento y acción, comparándolas con la mente humana, considerando
las funciones que pueden realizar y el áreas de aprendizaje. Esta clasificación nos permitirá comprender mejor la
complejidad y el potencial de la IA, así como sus aplicaciones y desafíos. Si hacemos la clasificación de la IA
comparándola con la mente humana tenemos tres tipos, siendo estos:

Inteligencia artificial estrecha (ANI): También llamada IA limitada o IA débil se refiere a sistemas que
tienen habilidades limitadas y se enfocan en realizar una tarea específica. Estos sistemas tienen la capacidad
de aprender y adaptarse a nuevas situaciones, pero su alcance es limitado y su conocimiento se basa en
experiencias previas. Ejemplos de sistemas de IA limitada incluyen el asistente virtual Siri y el sistema de
recomendación de Netflix.

Inteligencia artificial general (AGI): También llamada IA fuerte se refiere a sistemas que tienen habilidades
más avanzadas y pueden realizar una amplia gama de tareas. Estos sistemas que busca emular la inteligencia
humana en su conjunto son capaces de aprender y adaptarse a situaciones complejas y variadas, lo que
les permite resolver problemas de forma autónoma, y pueden realizar una amplia variedad de tareas sin
necesidad de ser programados específicamente para cada una de ellas. Esta es la etapa más avanzada de la
IA y, aunque se ha logrado cierto progreso en esta dirección, aún no se ha alcanzado completamente.

Superinteligencia artificial (ASI): Se refiere a una máquina que supera la inteligencia humana en todos los
dominios cognitivos y actualmente no existe.
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Ahora nos enfocaremos en la segunda clasificación, es decir, según las funciones que puede realizar. En es-
ta categoría, podemos identificar cuatro tipos de IA, que se diferencian en su capacidad para tomar decisiones,
aprender, comprender emociones y tener una conciencia propia. Estos cuatro tipos son:

Máquinas reactivas: Se trata de la etapa más básica de la IA, en la que un sistema puede tomar decisiones
y realizar acciones basándose en su entorno inmediato, pero sin tener memoria ni capacidad de aprendizaje.
Ejemplos de sistemas de IA reactiva incluyen el robot explorador de Marte Sojourner y el sistema de juego
de ajedrez Deep Blue.

Máquinas de memoria limitada: Capaces de realizar tareas específicas y aprender para mejorar, pero tienen
memoria limitada. Ejemplo: Vehículos autónomos, asistentes virtuales y tecnología de reconocimiento facial.

Teoría de la mente: Busca desarrollar máquinas que puedan comprender emociones, deseos, necesidades y
creencias humanas, para tener una interacción social.

Autoconsciente: Además de comprender emociones, deseos, necesidades y creencias humanas, tendrán emo-
ciones, deseos, necesidades y creencias propias.

Continuamos con la tercera clasificación de Stuart Russell y Peter Norvig [195], donde vemos las cuatro cate-
gorías de inteligencia artificial según su capacidad de pensamiento y acción [196]:

Sistemas que piensan como humanos: Intentan emular la forma en que los humanos perciben, razonan y
aprenden. Como por ejemplo una red neuronal artificial que se utiliza para el reconocimiento de imágenes.

Sistemas que actúan como humanos: Imitan el comportamiento humano en tareas como la percepción, el
movimiento y la manipulación de objetos. Como por ejemplo un robot humanoide.

Sistemas que piensan racionalmente: Se enfocan en el razonamiento lógico y la toma de decisiones basadas
en reglas y algoritmos. Como puede ser un sistema experto que utiliza una base de conocimiento y reglas
para tomar decisiones y resolver problemas en un campo específico.

Sistemas que actúan racionalmente: Imitan la acción racional de los humanos, como la planificación, la
ejecución de tareas y la resolución de problemas. Como puede ser un agente inteligente que se utiliza en el
comercio electrónico para ayudar a los usuarios a realizar compras en línea de manera eficiente y racional.

Por último, hablaremos de las áreas en las que se puede especializar la IA, siendo algunas de las más impor-
tantes:

Aprendizaje automático (Machine Learning, ML): Se enfoca en desarrollar algoritmos y técnicas que per-
mitan a las máquinas aprender de los datos que se les proporcionan.

Redes neuronales: Son un tipo de modelo inspirado en el cerebro humano que es utilizado en el aprendizaje
automático, para procesar y analizar datos.

Aprendizaje profundo (Deep Learning, DL): Subárea de aprendizaje automático que utiliza redes neuronales
profundas (con muchas capas) que pueden aprender a partir de grandes cantidades de datos para realizar
tareas complejas y aprender representaciones abstractas de los datos.

Procesamiento del lenguaje natural (Natural Language Processing, NLP): Campo de la inteligencia artificial
que se centra en desarrollar sistemas que puedan comprender (NLU), generar (NLG) y manipular lenguaje
humano natural.

Visión computacional: Rama de la inteligencia artificial que se enfoca en cómo las computadoras pueden
interpretar y comprender imágenes y vídeos. La generación de imágenes es un campos complementario y
estrechamente relacionado que utiliza ese conocimiento para crear imágenes sintéticas de alta calidad.

Audición máquina o Machine hearing: Subárea de IA que se enfoca en procesamiento y interpretación de
señales sonoras. Incluye tareas como reconocer el lenguaje hablado (ASR), síntesis de voz (TTS) y el análisis
de escena auditiva computacional (CASA).

En las siguientes secciones hablaremos más sobre alguno de estos conceptos.
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2.2. Audición máquina

Como se ha indicado anteriormente machine hearing es un campo de la inteligencia artificial que se centra
en desarrollar sistemas informáticos que imiten la forma en que los humanos escuchan y comprenden el sonido
mediante la combinación de técnicas de procesamiento de señales, modelos de la psicología del oído humano y
algoritmos de aprendizaje automático. Estos últimos son capaces de mejorar la precisión de estos sistemas y desa-
rrollar nuevas aplicaciones analizando sonidos e identificando patrones, como los sonidos de diferentes palabras o
instrumentos.

Existe una gran variedad de elementos sonoros como la voz humana, la música, el silencio, los ruidos y efectos
sonoros, que serán analizados por separado aunque en la práctica se combinen de manera natural. En general, la
audición máquina tiene el potencial de mejorar una amplia gama de tecnologías y aplicaciones diferentes como la
síntesis de voz que convierte el texto en habla sintética (TTS), la identificación de una persona en base a su voz
(SR), la mejora de la calidad de la señal de audio (SE), el reconocimiento de las emociones en el habla humana
(SER), el análisis de escena auditiva computacional (CASA) que busca la comprensión de la escena acústica
compleja e identificación de los distintos sonidos presentes en una señal de audio, el análisis musical que puede
identificar instrumentos individuales en una grabación musical, la localización de sonidos capaz de determinar
la ubicación de una fuente de sonido en un entorno ruidoso y el reconocimiento automático del habla (ASR),
siendo su principal aplicación la transcripción del lenguaje hablado en tiempo real (STT) y una de sus partes más
importantes la representación matemática de la relación entre la señal de audio y el texto que se está diciendo, que
llamamos modelado acústico. Estos términos están estrechamente relacionados y su combinación crea sistemas
capaces de comprender y responder al habla humana de manera más natural y efectiva.

El objetivo de este trabajo es la detección de tos en señales de audio ruidosas de varios pacientes con distintas
patologías respiratorias. Esto implica el uso del CASA para el análisis de sonidos ambientales y el ASR para
el reconocimiento del habla y otros sonidos en las grabaciones de audio que contienen toses. De esta forma, se
pretende contribuir a la detección precoz de enfermedades respiratorias mediante el procesamiento de señales de
audio ruidosas. También se podría emplear el SR para identificar al paciente o el SE para mejorar la calidad de la
señal de audio de la tos.

Para analizar sonidos, los sistemas de audición máquina extraen las propiedades físicas del audio mediante el
modelado matemático de la señal acústica como ondas sonoras. Estas propiedades físicas del audio son el objeto
de estudio de la acústica, una rama de la física que se ocupa de cómo se genera, se propaga y se percibe el sonido.
El sonido es una onda mecánica que necesita un medio elástico e inercia para transmitirse y su energía acústica
puede transformarse en energía potencial y cinética.[197].

Hay varias características físicas del audio que se pueden utilizar para describir la señal de audio en diferentes
dominios. En el dominio del tiempo, estas características incluyen la tasa de cruce por cero, la amplitud, la energía
y el ritmo. En el dominio de la transformada de Fourier, las características incluyen la autocorrelación, la forma
del espectro, la envolvente del espectro, la tonalidad y el croma. Además, también hay técnicas de búsqueda
coincidente basadas en Gabor y representaciones del tensor de codificación dispersa. Otros dominios que se utilizan
para describir la señal de audio incluyen el dominio de la transformación de wavelet, el dominio de la imagen, el
dominio cepstral y el dominio del espectro de alto orden, así como el espacio de fase y el espacio propio [198].

Los sistemas de audición máquina también utilizan modelos basados en la psicología del oído humano para
tener en cuenta las características perceptivas del audio en su análisis. Esto les permite interpretar los sonidos de
manera más precisa y natural, y mejorar su capacidad para realizar tareas como el reconocimiento de habla o la
identificación de instrumentos musicales. Otra forma de obtener características perceptivas es a través del análisis
de las reacciones fisiológicas del oyente, como la actividad eléctrica del cerebro o la actividad muscular en la cara.

Las características perceptivas o prosódicas son aquellas que se refieren a cómo el sonido es percibido por el
oído humano y tratan de modelar cómo la información acústica se procesa y se percibe en el cerebro humano,
considerando aspectos que pueden ser diferentes a sus características físicas. Por ejemplo, la claridad, presencia
o nitidez son utilizados para describir la calidad de una señal de audio. La intensidad percibida de un sonido no
siempre coincide con su intensidad física al igual que ocurre con la duración. Además, el oído humano es más
sensible a algunas frecuencias que a otras, lo que puede afectar la forma en que un sonido es percibido. También
es importante tener en cuenta el contexto en el que se produce un sonido, ya que puede afectar su percepción,
por lo que se debe tener en cuenta la relación entre los diferentes sonidos y la historia previa de los sonidos para
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ayudar a interpretar su significado. Por otro lado, pueden proporcionar información con significado semántico en el
contexto de los oyentes humanos como la entonación y el ritmo de la voz que pueden indicar el estado emocional
del hablante o el significado de las palabras en una frase.

Las cuatro cualidades subjetivas que se utilizan para describir un sonido musical son: intensidad, tono, timbre y
duración. Estas dependen de los parámetros físicos como la frecuencia, la presión sonora, el espectro de parciales,
la forma de la onda, la envolvente, etc. El tono está determinado principalmente por la frecuencia que se mide en
hercios (Hz) y se refiere a la cantidad de veces que se repite un sonido por segundo, pero también puede verse
afectado por la presión y la envolvente. La duración física y la duración percibida están relacionadas, pero no son
iguales, ya que la duración percibida se refiere al intervalo temporal en que el sonido persiste sin discontinuidad
[199].

La intensidad está relacionada con la amplitud de la frecuencia y depende principalmente de la presión sonora
que se mide en Pascal aunque también influyen el espectro de parciales (armónicos) y la duración. La presión
acústica es la magnitud física que indica la fuerza del sonido y la fuente de acústica determina cómo se propaga
el sonido en el espacio. La variación de la intensidad sonora con el tiempo se parece a un montículo en el que hay
que distinguir tres fases ataque, estadio cuasiestacionario y decaimiento.

El timbre es la capacidad de distinguir entre dos sonidos de igual frecuencia e intensidad pero emitidos por
fuentes diferentes y se debe a que generalmente un sonido no es puro por lo que se relaciona con la calidad del
sonido, debido a la forma en que se produce el sonido y de las características de la fuente sonora. Está influenciado
por principalmente por el espectro de parciales (armónicos) aunque también depende de la forma de la onda y la
envolvente [200].

Podemos ver diferentes formas de analizar y representar la información acústica que captan los oídos humanos,
es decir, las características perceptivas del audio. Estos dominios incluyen el dominio del tiempo, el dominio de
la transformada de Fourier, el dominio de transformación de wavelet, el dominio espectro-temporal multiescala, el
dominio de la imagen y el dominio cepstral.

En el dominio del tiempo, las características incluyen la amplitud pico de cruce por cero y la función de auto-
correlación. En el dominio de la transformada de Fourier, las características están relacionadas con la modulación,
el brillo, la tonalidad y la sonoridad, y se pueden analizar a corto y largo plazo. En el dominio de transformación
de wavelet, las características incluyen coeficientes de orientación del flujo de potencia del kernel, coeficientes de
wavelets discretos de frecuencia de Mel y paquetes wavelet perceptuales. En el dominio de la imagen, las carac-
terísticas incluyen la característica de imagen del espectrograma y las imágenes de tiempo-croma. En el dominio
cepstral, las características se basan en el banco de filtros y en la autorregresión [198].

2.3. Aprendizaje automático

El aprendizaje automático o Machine Learning (ML) es una subárea de la IA que se enfoca en el desarrollo de
algoritmos y técnicas que permiten a las máquinas “aprender” a partir de datos y mejorar su rendimiento en una
tarea específica a medida que reciben más datos, sin necesidad de programación explícita. La cantidad, calidad
y relevancia de los datos disponibles es fundamental para entrenar modelos de ML de manera efectiva, ya que,
estos sistemas transforman los datos en información, y con esta información pueden tomar decisiones. En esta
sección, hablaremos sobre el método de trabajo que suele realizar un científico de datos junto con la existencia del
AutoML para algunas tareas sistemáticas, además de los tipos de aprendizaje automático que existen y los algunos
clasificadores.

En la Figura 2.3 podemos ver que el proceso de análisis de datos consta de tres etapas principales que son
importación y limpieza de datos, exploración y modelado de datos, y comunicación de resultados. Durante estas
etapas, el científico de datos trabaja para destilar los datos crudos y extraer información valiosa.

En la etapa de importación y limpieza de datos obtenemos los datos limpios y libres de errores para posterior-
mente en la etapa de exploración y modelado decidir qué transformaciones aplicar a los datos para crear caracte-
rísticas que sirvan como indicadores del modelo subyacente. Luego, divide el conjunto de datos en un conjunto
de entrenamiento y uno de prueba para determinar su capacidad para generalizar y hacer predicciones precisas en
datos no vistos previamente evaluando así la fiabilidad del modelo. A continuación, el científico de datos aplica un
proceso iterativo en el que prueba diferentes modelos, y observa y mide los parámetros matemáticos que expresan
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su rendimiento. Además, puede variar el conjunto de datos de entrenamiento con nuevas transformaciones para
calcular características que mejoren el ajuste del modelo a los datos.

Importación y limpieza

Exportación y modelo

Importar Ajustar Transformar

Visualizar

Modelar

Comunicar

Figura 2.3: Proceso del análisis de datos [201].

Debido al proceso iterativo que realiza el científico de datos un sistema de AutoML puede complementarlo en
el proceso de creación de modelos. Algunos de los beneficios que puede aportar son la sugerencia de las mejores
técnicas de ML, la generación de modelos optimizados ajustando automáticamente los parámetros, la identificación
de características relevantes para el modelo, la generación de visualizaciones para entender el resultado del proceso
y la creación de un entorno interactivo para explorar el modelo. Algunos de los sistemas y herramientas AutoML
cubren la totalidad del proceso como H2O.ai, Auto-Sklearn y TPOT [202], sin embargo, existen más soluciones y
herramientas que cubren parcialmente alguno de los pasos del proceso completo [203].

El proceso de aprendizaje consiste en el análisis de grandes cantidades de datos para encontrar patrones y
relaciones que permitan realizar predicciones precisas. Hay diferentes tipos de aprendizaje automático estos son
el aprendizaje supervisado, aprendizaje no supervisado, aprendizaje semi-supervisado y aprendizaje por refuerzo
por lo que elegiremos entre los distintos tipos de aprendizaje dependiendo de la tarea que queremos abordar y los
datos disponibles.

El más común es el aprendizaje supervisado que consiste en aprender a partir de un conjunto de datos etique-
tados, en los que se conoce la respuesta correcta. El sistema luego usaría estos datos para aprender a clasificar
correctamente nuevas imágenes. Hay dos modelos dependiendo del tipo de etiqueta [204]:

Los algoritmos de clasificación se usan para predecir etiquetas. Estos algoritmos se usan a menudo para
predecir si una imagen contiene un gato o un perro, si un correo electrónico es spam o no, etc. Por ejemplo,
si se está tratando de crear un sistema para reconocer imágenes de gatos, se le proporcionaría un conjunto
de imágenes etiquetadas como “gato” o “no gato”. Los algoritmos de clasificación más comunes son la
regresión logística, los bosques aleatorios, los árboles de decisión, las máquinas de vectores de soporte
(SVM), el clasificador Naive Bayes, el método de los K-NN y la red neuronal.

Los algoritmos de regresión se utilizan para predecir una variable numérica a partir de un conjunto de varia-
bles independientes. Estos algoritmos se usan a menudo para realizar predicciones en el ámbito financiero,
predecir el consumo energético de edificios, el tiempo de entrega de un producto, etc. Por ejemplo, toman-
do como entrada un conjunto de características de la casa (e.g., tamaño, ubicación, número de habitaciones,
etc.) para aprender cómo estas características afectan el precio de la casa con el objetivo de predecir el precio
de una casa dada un conjunto de características. Los algoritmos de regresión más comunes son la regresión
lineal, la regresión polinómica, la regresión paso a paso, la regresión Ridge (utiliza una penalización de la
norma L2), la regresión Lasso (utiliza una penalización de la norma L1), la regresión ElasticNet (utiliza una
penalización que combina la norma L2 y L1), los CART y los bosques aleatorios.

Por otra parte, el aprendizaje no supervisado consiste en desarrollar sistemas que puedan aprender a partir de
datos no etiquetados, sin conocer la salida deseada para cada entrada. Estos sistemas analizan los datos sin etiquetas
buscando patrones en ellos sin tener una respuesta correcta. Algunos campos donde se aplican las técnicas de
aprendizaje automático no supervisado son el marketing y la biología e incluyen [205]:
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La agrupación en clústeres permite dividir automáticamente el conjunto de datos en grupos según la simili-
tud. Sin embargo, a menudo, el análisis de clústeres sobreestima la similitud entre los grupos y no trata los
puntos de datos como individuos. Por esta razón, el análisis de clústeres es una mala elección para aplica-
ciones como la segmentación y la selección de clientes. Algoritmos utilizados son k-medias, agrupamiento
jerárquico y el agrupamiento espacial basado en densidad de aplicaciones con ruido (DBSCAN).

La detección de anomalías puede descubrir automáticamente puntos de datos inusuales en su conjunto de
datos. Esto es útil para identificar transacciones fraudulentas, descubrir piezas de hardware defectuosas o
identificar un valor atípico causado por un error humano durante la entrada de datos.

La minería de asociaciones identifica conjuntos de elementos que ocurren juntos con frecuencia en su con-
junto de datos. Los minoristas suelen utilizarlo para el análisis de la cesta, ya que permite a los analistas
descubrir productos que a menudo se compran al mismo tiempo y desarrollar estrategias de marketing y
comercialización más eficaces.

Los modelos de variables latentes se usan comúnmente para el preprocesamiento de datos, como reducir
la cantidad de características en un conjunto de datos (reducción de dimensionalidad) o descomponer el
conjunto de datos en múltiples componentes. Ejemplos de algoritmos de reducción de dimensionalidad son
PCA, t-SNE,ICA, LDA o autoencoder.

Una combinación de ambos tipos de aprendizaje es el aprendizaje semi-supervisado que se utiliza cuando hay
un conjunto de datos parcialmente etiquetado. El modelo se entrena con ambos tipos de ejemplos, usando los
etiquetados para aprender a hacer predicciones, mientras que los no etiquetados se utilizan para encontrar patrones
y estructuras subyacentes en los datos. La ventaja es que al tener más datos, aunque no tengan etiquetas, se puede
aumentar el rendimiento del modelo en comparación con el aprendizaje supervisado con un conjunto de datos
menor [204].

En la detección de fraude en transacciones financieras un ejemplo de aprendizaje semisupervisado podría
ser que al tener grandes cantidades de datos de transacciones financieras, pero solo un pequeño porcentaje de
ellas son fraudulentas y, por lo tanto, están etiquetadas como tales. En lugar de etiquetar manualmente todas las
transacciones, se podría utilizar el aprendizaje semisupervisado para identificar patrones en los datos y etiquetar
automáticamente las transacciones no etiquetadas que se parezcan a las transacciones fraudulentas conocidas.
Luego, se utilizarían las transacciones etiquetadas manualmente junto con las etiquetadas automáticamente para
entrenar un modelo supervisado para detectar fraudes en las transacciones. Esto podría resultar en una detección
de fraude más eficiente y precisa con menos necesidad de etiquetar manualmente todas las transacciones.

Por otra parte tenemos el aprendizaje por refuerzo que se enfoca en desarrollar sistemas que puedan aprender
a partir de la retroalimentación que reciben al interactuar con el entorno como vemos en la Figura 2.4. Se utiliza
en entornos donde hay poca información donde un agente aprende a tomar decisiones en un entorno determinado
a través de prueba y error, lo que implica entrenar un modelo mediante la recompensa de los comportamientos
deseados o el castigo de los no deseados en función de sus acciones con el objetivo obtener una recompensa
general máxima y lograr una solución óptima. El aprendizaje por refuerzo se puede aplicar en una variedad de
campos, como la robótica, la optimización de recursos o los sistemas de control, donde un agente debe aprender
a tomar decisiones para maximizar una recompensa en un entorno incierto y complejo. Además se ha utilizado
ampliamente en juegos para entrenar agentes inteligentes, como AlphaGo, ya que estos juegos ofrecen un entorno
claro y bien definido en el que se pueden medir claramente los éxitos y fracasos del agente [206].

El aprendizaje por refuerzo a partir de la retroalimentación humana (RLHF) es un enfoque de aprendizaje por
refuerzo que se basa en la retroalimentación de un humano para orientar el aprendizaje del agente. El humano le da
al agente retroalimentación positiva o negativa según las acciones que realiza el agente, en vez de usar una función
de recompensa predefinida por un experto o definida de forma heurística. RLHF puede ser útil cuando es difícil o
costoso definir una función de recompensa, o cuando el entorno de aprendizaje es complejo y cambiante, lo que
hace que el uso de una función de recompensa fija sea limitante. Además, RLHF puede ser beneficioso en entornos
de aprendizaje donde se deben considerar las preferencias o valores humanos, como en aplicaciones de asistencia
sanitaria o chatbots como ChatGPT.
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Figura 2.4: Esquema de aprendizaje por refuerzo [207].

Finalmente vamos a realizar una descripción de alto nivel de algunos de los algoritmos mencionados a lo largo
de esta sección exceptuando las redes neuronales y autoencoders de los cuales hablaremos en el capitulo 4:

Regresión logística: este clasificador se utiliza en aprendizaje de máquina supervisado cuando las clases son
mutuamente exclusivas para crear una frontera en los datos con el objetivo de separar clases y encontrar
patrones ocultos.

Árboles de decisión: son algoritmos que permiten tomar decisiones basadas en el análisis de un conjunto
de reglas y condiciones. El algoritmo conocido como particionamiento recursivo es el proceso paso a paso
para construir un árbol de decisión y es la clave para el método estadístico no paramétrico CART [208].
Cada nodo del árbol representa una característica o una pregunta sobre una característica, y cada rama del
árbol representa un posible resultado de la pregunta. Cuando se utiliza un nuevo dato, se sigue el camino a
través del árbol hasta llegar a una hoja, que indica a qué clase pertenece el dato. Los CART pueden manejar
clases no linealmente separables y pueden ser utilizados para realizar predicciones basadas en reglas if-then.
Es muy tipico reaclizar una combinación de árboles predictores mediante aprendizaje por conjunto que es
una técnica de aprendizaje automático en la que se combinan múltiples modelos para mejorar el rendimiento
general. Dos métodos populares de aprendizaje por conjunto son bagging y boosting:

• Los bosques aleatorios o Random Forest son un ejemplo popular de un método de conjunto de bagging
en el que se entrenan árboles de decisión en subconjuntos aleatorios de los datos y después promedia
sus predicciones para hacer la predicción final. En promedio, un aprendiz compuesto usualmente es
mejor que un aprendiz de una sola base por que la variación es menor.

• Boosting construye múltiples modelos débiles de forma secuencial para gradualmente reducir el sesgo
o bias de un aprendiz compuesto. El aprendiz compuesto puede ajustar los datos bien, por lo que
puede causar sobre-adaptación o overfitting. GBDT, XGBoost y Adaboost son ejemplos populares de
métodos de conjunto de boosting. En GBDT, se entrenan árboles de decisión en secuencia, y cada
nuevo árbol intenta corregir los errores de los árboles anteriores. XGBoost es una versión mejorada
de GBDT con características adicionales como regularización y procesamiento en paralelo. Adaboost
pondera los ejemplos de entrenamiento para que el siguiente modelo se centre en los ejemplos que
fueron mal clasificados por el modelo anterior.

Máquinas de vectores de soporte (SVM): estas utilizan una función de kernel para encontrar una frontera de
decisión que maximice la separación entre las diferentes clases en el conjunto de datos y son algoritmos que
se utilizan para resolver problemas de clasificación y regresión.

Clasificador bayesiano ingenuo: se basa en el teorema de Bayes con algunas hipótesis simplificadoras adi-
cionales para construir un modelo de predicción a partir de un conjunto de datos que estima la probabilidad
de que un nuevo ejemplo pertenezca a cada clase posible. Recibe el apelativo de ingenuo o naive a causa de
estas simplificaciones, que se suelen resumir en la hipótesis de independencia entre las variables predictoras.
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k vecinos más próximos (K-NN): es un algoritmo de aprendizaje supervisado no paramétrico que general-
mente utiliza la distancia euclidiana para medir la similitud entre los ejemplos de entrenamiento y un nuevo
ejemplo. Basándose en la mayoría de las categorías de los k vecinos más cercanos asigna la etiqueta que más
se repite entre los vecinos cercanos al nuevo punto de datos.

Regresión lineal: es una técnica de aprendizaje supervisado que se utiliza para modelar la relación entre
una variable dependiente Y continua con una o más variables independientes o regresoras X generando un
hiperplano de parámetros que en el caso más sencillo, con una sola variable explícita, es una recta. Por
lo tanto, esta técnica de análisis de datos en el caso más sencillo predice el valor de datos desconocidos
mediante el uso de otro valor de datos relacionado y una línea recta.

Análisis discriminante lineal (LDA): es una generalización del discriminante lineal de Fisher utilizada para
separar grupos de observaciones buscando encontrar una combinación lineal de características que maximice
la separación entre las clases. El LDA se puede usar para reducir la dimensionalidad de un conjunto de datos
y también se puede utilizar para predecir la pertenencia a una categoría de una observación basada en un
conjunto de predictores realizando un trabajo de clasificación.

Como hemos visto estos son solo algunos ejemplos, y hay muchos otros tipos de algoritmos de ML disponi-
bles por lo que es importante tener en cuenta que cada algoritmo tiene sus propias fortalezas y debilidades, y es
importante evaluar cuál es el más adecuado para cada caso de uso específico.
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Capítulo 3

TÉCNICAS PARA EVALUAR EL
RENDIMIENTO DE UN CLASIFICADOR

La evaluación del rendimiento de un clasificador es una tarea esencial en el campo de la inteligencia artificial y
el aprendizaje automático. En este capítulo vamos a ver las técnicas para evaluar el funcionamiento de un sistema,
que hemos utilizado en este trabajo para evaluar el sistema de detección y clasificación propuesto.

3.1. Descripción de las métricas
En esta sección hablaremos de los parámetros con los que hemos medido de forma cuantificable nuestra red

neuronal para rastrear y evaluar su comportamiento a la hora de predecir las clases con las que previamente ha sido
entrenada.

La matriz de confusión es una herramienta comúnmente utilizada en el análisis de resultados de modelos de
clasificación en ML y será La base para cuantificar el comportamiento de nuestra red neuronal. Muestra la cantidad
de veces que el modelo clasificó correctamente y de manera incorrecta a cada clase proporcionando así un aspecto
visual de cómo un modelo de aprendizaje automático comete errores sistemáticos en sus predicciones para los
modelos de clasificación. La palabra “confusión” en el nombre proviene de un modelo “confuso” o de un mal
etiquetado de muestras [209], por lo que es una herramienta excelente que nos permite visualizar el desempeño de
un algoritmo de Inteligencia Artificial de aprendizaje supervisado como es nuestro caso.

El número de predicciones de cada clase es representado en las columnas y las instancias de la clase real en las
filas. Uno de los beneficios de las matrices de confusión es que facilitan ver si el sistema está confundiendo dos
clases. Por ejemplo, si estamos construyendo un modelo de clasificación binaria que predice si un correo electró-
nico es spam o no spam, entonces la matriz de confusión podría tener dos filas y dos columnas. La fila superior
correspondería a los correos electrónicos que fueron etiquetados como spam, y la fila inferior correspondería a
los correos electrónicos que fueron etiquetados como no spam. La columna izquierda correspondería a los correos
electrónicos que el modelo predijo como spam, y la columna derecha correspondería a los correos electrónicos que
el modelo predijo como no spam.

En un sistema multiclase, para cuantificar el comportamiento de nuestro clasificador en cada clase, debemos
dividir nuestra matriz de confusión en regiones. Para entender estas regiones nos vamos a apoyar en la Figura 3.1,
donde podemos apreciar con claridad como se divide la matriz en cuatro regiones de interés, siendo estas:

Verdaderos Positivos (VP), en esta región encontraremos las veces que el modelo ha predicho correctamen-
te un resultado positivo, es decir, un caso en el que el modelo ha predicho correctamente que un elemento
pertenece a una determinada clase. Por ejemplo una persona que tiene COVID-19 y el modelo lo clasificó
como COVID-19 positivo.

Falsos Negativos (FN), en esta región encontraremos las veces que el modelo ha predicho incorrectamente
un resultado negativo cuando en realidad era positivo, es decir, un caso en el que el modelo ha predicho inco-
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Capítulo 3. Técnicas para evaluar el rendimiento de un clasificador

rrectamente que un elemento no pertenece a una cierta clase por lo que no ha tenido éxito en su predicción.
Por ejemplo una persona que tiene COVID-19 y el modelo lo clasificó como COVID-19 negativo.

Falsos Positivos (FP), en esta región encontraremos las veces que el modelo ha predicho un resultado
positivo cuando en realidad era negativo, es decir, un caso en el que el modelo ha predicho incorrectamente
que un elemento pertenece a una cierta clase, y por lo tanto no era de esa clase. Los falsos positivos son
“falsas alarmas” de un clasificador. Por ejemplo una persona que no tiene COVID-19 y el modelo lo clasificó
como COVID-19 positivo.

Verdaderos Negativos (VN), en esta región encontraremos las veces que el modelo ha predicho un resultado
negativo y ha acertado, es decir, un caso en el que el modelo ha predicho correctamente que un elemento
no pertenece a una cierta clase. Los verdaderos negativos son “rechazos correctos” de un clasificador. Por
ejemplo una persona que no tiene COVID-19 y el modelo lo clasificó como COVID-19 negativo.
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Figura 3.1: Regiones de la matriz de confusión [210].

Observamos en la Figura 3.2 el termino Gold Standard (GS) o test de referencia, este se refiere a una medida
de referencia que se utiliza como punto de comparación para evaluar el rendimiento de un modelo. Por ejemplo,
si estamos evaluando un modelo que detecta una enfermedad, el GS podría ser el resultado de una prueba médica
confiable, es decir, que tienen la máxima fiabilidad a la hora de diagnosticar una determinada enfermedad. Esto no
conlleva que la prueba posea la máxima fiabilidad en términos absolutos, por tanto, podría decirse que el estatus
de Gold Standard se aplica a aquellos tests de fiabilidad máxima dentro de una serie de condiciones específicas.

Además también debemos señalar que llamamos test positivo a la cantidad total de casos en los que el modelo
ha predicho que un elemento pertenece a una cierta clase y test negativo cuando el modelo ha predicho que un
elemento no pertenece a una cierta clase, mientras que llamamos condición positiva a la cantidad total de casos
en los que un elemento pertenece a una cierta clase y condición negativa cuando un elemento no pertenece a una
cierta clase.

Para cuantificar el comportamiento de un clasificador con cada clase en un sistema multiclase, entendiendo lo
que representa la matriz de confusión y conociendo sus regiones de interés, se utiliza una tabla de contingencia
como la mostrada en la Figura 3.2. Esta tabla permite calcular diversas métricas para medir el rendimiento del
clasificador. Además en esta tabla observamos cuales son las métricas habituales y como se calculan.

Entre las métricas más comúnmente utilizadas en la literatura médica sobre estudios diagnósticos, solo vamos
a utilizar cinco de las más usadas que detallamos a continuación:

Exactitud (Accuracy, ACC), se refiere a la proporción de predicciones correctas que ha realizado el modelo
en comparación con el GS o también se puede entender como la fracción de predicciones correctas que hizo
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3.1. Descripción de las métricas

el modelo en comparación con el número total de predicciones realizadas. Para funcionar mejor en conjuntos
de datos desequilibrados se puede utilizar la exactitud balanceada BA.

Sensibilidad (Sensitivity, SEN), también denominada razón o ratio de verdaderos positivos (True Positive
Rate, TPR), se define como el número de veces que el resultado del test es positivo y la condición es verdade-
ra sobre el número total de veces que la condición es verdadera en el GS. Por lo que se refiere a la habilidad
del modelo para detectar correctamente una determinada clase. Por ejemplo, en el caso de un modelo que
detecta una enfermedad, la sensibilidad se refiere a la habilidad del modelo para detectar correctamente la
enfermedad. En un paciente determinado, si aplicamos un examen altamente sensible (identifica muy bien
a los enfermos) y obtenemos un resultado negativo, podemos descartar razonablemente la enfermedad. Su
métrica complementaria es la tasa de falsos negativos (FNR) que se calcula de manera similar, pero en lugar
de contar el número de veces obtenemos un verdadero positivo, se cuenta el número de veces que obtenemos
un falso negativo.

Especificidad (Specificity, SPE), también denominada razón o ratio de verdaderos negativos (True Negative
Rate, TNR), se define como el número de veces que el resultado del test es negativo y la condición es falsa
sobre el número total de veces que la condición es falsa en el GS. Por lo que se refiere a la habilidad del
modelo para identificar correctamente cuando una determinada clase no está presente. Por ejemplo, en el
caso de un modelo que detecta una enfermedad, la especificidad se refiere a la habilidad del modelo para
identificar correctamente a las personas que no tienen la enfermedad. Si un paciente tiene un resultado
positivo en un test altamente específico podemos confirmar la enfermedad. En sentido estricto nos dice qué
tan bueno es el test en excluir a los sanos. Su métrica complementaria es la tasa de falsos positivos (FPR) que
se calcula de manera similar, pero en lugar de contar el número de veces obtenemos un verdadero negativo,
se cuenta el número de veces que obtenemos un falso positivo.

Valor predictivo positivo (Positive Predictive Value, PPV), también denominado precisión, se define como
la cantidad de predicciones positivas que el modelo hizo correctamente para una clase particular en com-
paración con el número total de predicciones positivas que hizo para esa clase por lo que se refiere a la
probabilidad de que una persona tenga la enfermedad si el modelo ha predicho correctamente que la tiene.
Su métrica complementaria es la tasa de descubrimiento falso (FDR) que se calcula de manera similar, pero
en lugar de contar el número de veces obtenemos un verdadero positivo, se cuenta el número de veces que
obtenemos un falso positivo.

Valor predictivo negativo (Negative Predictive Value, NPV), se define como la cantidad de predicciones
negativas que el modelo hizo correctamente para una clase particular en comparación con el número total
de predicciones negativas que hizo para esa clase por lo que se refiere a la probabilidad de que una persona
no tenga la enfermedad si el modelo ha predicho que no la tiene. Su métrica complementaria es la tasa de
omisión falsa (FOR) que se calcula de manera similar, pero en lugar de contar el número de veces obtenemos
un verdadero negativo, se cuenta el número de veces que obtenemos un falso negativo.

Si bien los valores predictivos proporcionan información clínicamente relevante sobre la probabilidad de que un
paciente tenga o no una condición en función del resultado del test, estos valores están estrechamente relacionados
con la prevalencia de la enfermedad en la población estudiada, y por lo tanto, no son independientes de ella.
Debido a esta característica sólo es utilizable si nos enfrentamos a pacientes similares a aquellos en que se realizó
el estudio, ya que, varían enormemente dependiendo de la prevalencia o riesgo basal de la condición.

Lo anterior no ocurre con la sensibilidad y especificidad, ya que no varían con la prevalencia de la condición,
aunque a diferencia de los valores predictivos no nos hablan de la probabilidad que tiene un paciente de presentar
la enfermedad de interés [212]. Esto ha hecho que constituyan una de las formas más frecuentes de expresar el
rendimiento de un test aunque ambas son importantes para interpretar los resultados de un estudio. Además hay
otras métricas como el umbral de prevalencia (PT) [213] que es el nivel de prevalencia en la curva de detección
por debajo del cual las pruebas de detección caen más precipitadamente [214] o la razón de verosimilitud posi-
tiva (PLR) y negativa (NLR) que indican cuán bien un modelo puede diferenciar entre dos clases basadas en la
sensibilidad y especificidad, que a su vez sirven para calcular la razón de probabilidades diagnósticas (DOR).
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Figura 3.2: Tabla de contingencia y métricas habituales [211].

En la visión por computadora la métrica de evaluación que usamos para medir la efectividad de un detector
de objetos, independientemente de la naturaleza del mismo es la intersección sobre unión (IoU). Es una medida
de similitud entre dos conjuntos de datos. En el contexto de la detección de objetos en imágenes, IoU se utiliza
para medir la superposición entre una caja delimitadora predicha o máscara de segmentación(SM) y una caja
delimitadora verdadera o ground truth (GT). La fórmula para IoU es el área de intersección dividida por el área de
unión de las dos cajas delimitadoras. Además como vemos en la Ecuación 3.1 podemos expresarlo en términos de
VP, FN y FP, entendiendo las áreas como números de pixeles.

IoU =
A ∩B
A ∪B

=
A ∩B

GT + SM −A ∩B
=

A ∩B
A ∩B + (GT −A ∩B) + (SM −A ∩B)

=
V P

V P + FN + FP
(3.1)

3.2. Curva ROC

En esta sección, analizaremos en profundidad la curva característica operativa del receptor (Receiver Operating
Characteristic, ROC), una herramienta fundamental en la evaluación cuantificable de nuestro clasificador a la hora
de predecir las clases con las que previamente ha sido entrenada.

La curva ROC es la representación gráfica que muestra la relación entre la tasa de verdaderos positivos (True
Positive Rate, TPR) correspondiendo el eje Y y la tasa de falsos positivos (False Positive Rate, FPR) correspon-
diendo el eje X, ambos ejes incluyen valores entre 0 y 1 (0 % a 100 %) para diferentes umbrales de clasificación,
una curva ROC genérica la podemos ver en la Figura 3.3a. Por lo tanto, con la curva ROC se ilustra cada uno de
los posibles puntos de corte, correspondiendo el eje Y a la sensibilidad y el eje X a la métrica complementaria de
la especificidad, de un test diagnóstico cuya escala de medición es continua. Una curva ROC ideal se encontraría
en la esquina superior izquierda del gráfico, lo que indicaría una alta tasa de verdaderos positivos y una baja tasa
de falsos positivos. Un modelo que produce una curva ROC que sigue la diagonal del gráfico, llamada diagonal de
referencia o línea de no-discriminación, desde la esquina inferior izquierda (punto [0, 0]) hasta la esquina superior
derecha (punto [1, 1]) se considera un modelo aleatorio [215], ya que está produciendo resultados que no son
mejores que una moneda al azar.
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Además, el análisis de la curva ROC también proporciona herramientas para seleccionar modelos óptimos in-
dependientemente del costo de la distribución de las clases, pudiendo así descartar los modelos subóptimos, esto es
especialmente útil en problemas de clasificación donde los costos asociados con las decisiones de clasificación pue-
den variar significativamente. Por otro lado, la curva ROC es una herramienta muy útil para evaluar el rendimiento
de un clasificador binario independientemente de la distribución de las clases en la población. Al representar la
relación entre la tasa de verdaderos positivos y la tasa de falsos positivos, permite comparar diferentes modelos
en diferentes niveles de discriminación. Esto es especialmente importante en problemas de diagnóstico médico,
donde la prevalencia de una enfermedad puede variar significativamente entre diferentes poblaciones.
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En nuestro caso es interesante usar la curva ROC ya que tenemos un dataset muy balanceado pero en el caso
de datasets no balanceados, es decir, cuando la clase positiva ocurre pocas veces, la curva PR sería la mejor opción
[216]. En la curva PR se traza la relación entre la precisión y la coincidencia o sensibilidad a medida que cambia
el umbral de decisión [209] como observamos en la Figura 3.3b.

Las curvas ROC también se denominan curvas de rendimiento diagnóstico, ya que, se utilizan las curvas ROC
para elegir entre dos pruebas diagnósticas diferentes. Estas curvas son una medida global e independiente del punto
de corte y se utilizan para medir el rendimiento diagnóstico [217]. El análisis en base a curvas ROC proporciona un
método estadístico para determinar la exactitud diagnóstica de estos tests que utilizan escalas continuas. Debido
a que se puede establecer un punto de corte en el que se alcanza la sensibilidad y especificidad más alta, para
formular el diagnóstico de una determinada enfermedad [215] muchos tests diagnósticos reportan sus resultados
de esta forma. Además también es útil para evaluar la capacidad discriminativa del test diagnóstico, es decir, su
capacidad de diferenciar correctamente a los pacientes enfermos de los pacientes sanos y comparar la capacidad
discriminativa de dos o más tests diagnósticos que expresan sus resultados como escalas continuas, lo que permite
seleccionar el test que mejor se adapte a las necesidades del problema en cuestión.

La determinación del punto de corte óptimo en una escala continua es clave para maximizar la precisión del
diagnóstico. Una forma de identificar este punto es a través del índice de Youden [218], que se calcula según la
fórmula (sensibilidad+especificidad−1), es decir, como la diferencia entre la tasa de verdaderos positivos y la
tasa de falsos negativos. Gráficamente, el punto de corte con el mayor índice de Youden corresponde al punto de la
curva ROC más cercano al ángulo superior-izquierdo (0,1), es decir, con la sensibilidad y especificidad más altas.
Sin embargo, es importante tener en cuenta que el punto de corte con el mayor índice de Youden no necesariamente
determina la sensibilidad o especificidad máximas que podría alcanzar el test, ya que estas pueden ser logradas en
puntos de corte diferentes.

En algunos casos, se pueden requerir características distintas dependiendo del propósito del test, como una
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sensibilidad alta para encontrar enfermedades (e.g., en los cribados) o una especificidad alta para asegurar un diag-
nóstico (e.g., en la confirmación de enfermedades). En estos casos, no siempre es recomendable utilizar el punto
de corte identificado por el índice de Youden. Es importante conocer los valores de sensibilidad y especificidad
determinados por diferentes puntos de corte y escoger el que mejor se ajuste al objetivo específico.

La curva ROC se utiliza a menudo junto con la medida de desempeño conocida como área bajo la curva ROC
(Area Under the Curve, AUC) es una medida única e independiente de la prevalencia de la enfermedad en estudio
que permite evaluar la capacidad discriminativa de un test diagnóstico, refiriéndose a su habilidad para distinguir
correctamente entre pacientes sanos y enfermos a lo largo de todo el rango de puntos de corte posibles [215], este
área en la Figura 3.3a es de color rojo. Un valor AUC de 1 indica un rendimiento perfecto, mientras que un valor
de 0.5 indica un rendimiento al azar. Es recomendable elegir el test que presente un mayor área bajo la curva ROC,
ya que, indica la probabilidad de que el diagnóstico realizado a un enfermo sea más correcto que el de una persona
sana escogida al azar.

La elección se realiza comparando el área bajo la curva (AUC) de ambas pruebas. Como guía para interpretar
las curvas ROC, se han establecido diferentes intervalos de AUC como son test malo (0, 5 ≤ AUC < 0, 6), test
regular (0, 6 ≤ AUC < 0, 75), test bueno (0, 75 ≤ AUC < 0, 9), test muy bueno (0, 9 ≤ AUC < 0, 97) y test
excelente (0, 97 ≤ AUC < 1) [217].

3.3. Validación cruzada

En secciones anteriores, aprendimos sobre los diferentes métodos de evaluar la capacidad discriminativa de
nuestro clasificador. Sin embargo, hay un problema con la evaluación del rendimiento un modelo utilizando solo los
datos de entrenamiento: es posible que el modelo tenga un alto rendimiento en los datos de entrenamiento, pero un
bajo rendimiento en los datos no vistos anteriormente. Para superar este problema, en esta sección, introduciremos
el concepto de validación cruzada, sus ventajas y desventajas, y algunos de los tipos de validación cruzada que hay.

Comenzamos definiendo la validación simple que consiste en dividir el conjunto de datos en dos grupos:
uno para entrenar el modelo y otro para evaluarlo. Esta es una técnica sencilla y rápida, pero puede resultar menos
precisa que la validación cruzada, ya que no se aprovecha al máximo el conjunto de datos disponible. La validación
cruzada es una técnica importante en el área del aprendizaje automático que permite evaluar el rendimiento de un
modelo de forma más precisa. Se realiza dividiendo el conjunto de datos en varios grupos (llamados folds), y se
entrena el modelo varias veces, cada vez usando un grupo diferente como conjunto de datos de prueba y el resto
como conjunto de datos de entrenamiento y validación [219].

En este punto cabe destacar que el entrenamiento, prueba y validación son tres etapas importantes en el desa-
rrollo de un modelo de aprendizaje automático. Durante la etapa de entrenamiento, se utilizan los datos de entrena-
miento para “entrenar” al modelo. El modelo aprende a realizar predicciones a partir de estos datos. Una vez que
el modelo ha sido entrenado, se utilizan los datos de prueba para evaluar su rendimiento. Los datos de prueba son
independientes de los datos de entrenamiento y permiten evaluar cómo el modelo se desempeñará con nuevos da-
tos. La validación es una etapa intermedia entre el entrenamiento y la prueba. Se utiliza para evaluar el rendimiento
del modelo con diferentes configuraciones o hiperparámetros. Por ejemplo, se pueden probar diferentes valores de
un parámetro para ver cómo afecta al rendimiento del modelo. La motivación de esta división está en validar el
algoritmo sobre un conjunto de datos diferente del empleado para estimar sus parámetros.

La validación cruzada tiene desventajas como requerir más tiempo y recursos computacionales que otras téc-
nicas de evaluación, ya que se entrena el modelo varias veces y puede resultar menos precisa que otras técnicas en
conjuntos de datos muy pequeños. Aunque es útil porque permite evaluar el rendimiento del modelo en un con-
junto de datos que no se ha utilizado para entrenarlo, lo que es importante para evitar el sobreajuste del modelo,
ya que se tiene en cuenta la variabilidad en la división de los datos, proporcionando así una medida más precisa
de la precisión del modelo, es más eficiente que otras técnicas de evaluación, ya que se aprovecha al máximo el
conjunto de datos disponible y permite obtener una medida más precisa del rendimiento del modelo, ya que se
entrena varias veces y se promedian los resultados obtenidos.

De esta manera, se puede evaluar el rendimiento del modelo en diferentes conjuntos de datos y obtener una
medida más precisa de su desempeño general, ya que, el rendimiento del modelo se calcula como la media de
las métricas obtenidas en cada iteración. Hay dos formas diferentes de calcular el rendimiento de un modelo de
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aprendizaje automático en una tarea de clasificación que son el promediado macro y micro.
El promediado macro se calcula promediando las métricas de rendimiento en un nivel de grupo, es decir, se

calcula la métrica para cada grupo y luego se promedian como vemos en la Ecuación 3.2, siendo B es la métrica
que se desea calcular, q es el número total de clases ywλ es el peso asignado al grupo λ. Este enfoque generalmente
asigna el mismo peso a todas los grupos de forma igualitaria con wλ = 1, aunque si se desea reflejar que algún
grupo es más importantes que otro puede aplicarse en el cálculo de la métrica modificando el peso asignado a la
grupo λ.

Bmacro =
1

q

q∑
λ=1

wλ ·B(TPλ, FPλ, TNλ, FNλ) (3.2)

El promediado micro, por otro lado, promedia las métricas de rendimiento en un nivel global, se calcula su-
mando el número total de verdaderos positivos (VP), verdaderos negativos (VN), falsos positivos (FP) y falsos
negativos (FN) y dividiéndolo por el número total de ejemplos en el conjunto de datos.

Bmicro = B

(
q∑

λ=1

TPλ,

q∑
λ=1

FPλ,

q∑
λ=1

TNλ,

q∑
λ=1

FNλ

)
(3.3)

En general, el promediado macro es más adecuado cuando se desea tener una visión equitativa del rendimiento
del modelo en cada grupo, mientras que el promediado micro es más adecuado cuando se desea tener una visión
global del rendimiento del modelo. Algunos creen que el rendimiento que se obtiene con promediado micro es
un tanto engañoso porque los temas más frecuentes son más pesados en el promedio y otros creen que los temas
deberían contar de manera proporcional a su frecuencia y, por lo tanto, se inclinan hacia el promediado micro
[220]. En nuestro caso usamos promediado macro con wλ = 1.

Existen diferentes tipos de validación cruzada, según el número de grupos en los que se dividen los datos y la
forma en que se realiza la división. Algunos de los tipos más comunes de validación cruzada son [221]:

Validación cruzada K-fold: en este tipo de validación cruzada, se dividen los datos en K grupos de igual
tamaño (si es posible), y el modelo se entrena K veces cada vez usando un grupos distintos. Se usan K-1
grupos como datos de entrenamiento y el grupo restante como datos de prueba. En la Figura 3.4 vemos un
ejemplo con 5 grupos.

Pacientes de test Pacientes de entrenamiento

Pacientes totales

K = 5

K = 2

K = 3

K = 4

K = 1

Tos aguda EPOC Cáncer de pulmón No EPOC

Figura 3.4: Ejemplo de 5-fold cross validation.

Validación cruzada dejando uno fuera (LOO): este tipo de validación cruzada es equivalente a la estrategia
K-fold siendo K el número de datos en el conjunto. Por lo que cada vez se utiliza un solo dato como conjunto
de datos de prueba y el resto como conjunto de datos de entrenamiento [222]. LOO se utiliza cuando se tiene
un conjunto de datos pequeño y se desea una evaluación más precisa del rendimiento del modelo.
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Validación cruzada estratificada: es similar a la validación cruzada K-fold, pero se asegura de que cada
grupo contenga una proporción similar de datos de cada clase, lo que puede ser importante en problemas de
clasificación con desequilibrio de clases. Sin embargo, esta técnica puede requerir más tiempo y recursos
computacionales que la validación cruzada K-fold.

Validación cruzada aleatoria: en este tipo de validación cruzada, se dividen los datos de manera aleatoria
en varios grupos, y se entrena el modelo varias veces, cada vez usando un grupo distinto como conjunto
de datos de prueba y el resto como conjunto de datos de entrenamiento. En la validación cruzada aleatoria,
los datos se dividen de manera aleatoria en los grupos o “folds”. La validación cruzada aleatoria es más
simple y rápida de implementar, ya que sólo implica dividir los datos en grupos aleatorios. Sin embargo, el
rendimiento del modelo puede variar dependiendo de cómo se dividan los datos, por lo que puede ser menos
preciso que la validación cruzada K-fold.

En nuestro caso, usamos la validación cruzada K-fold dividiendo los datos en 3, 5 y 10 grupos a nivel de
paciente sin solapamiento, para asegurarnos de que los grupos de entrenamiento y prueba no tienen los mismos
pacientes. Esto es una buena práctica para evaluar el rendimiento de un modelo de aprendizaje automático. Al
utilizar diferentes valores de k, se pueden obtener diferentes estimaciones del error y comparar cómo el rendimiento
del modelo varía con diferentes configuraciones. Además, utilizar diferentes valores de k permite obtener una
visión más completa del rendimiento del modelo en diferentes configuraciones y ayuda a asegurar que el modelo
generalice bien a datos desconocidos.
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Capítulo 4

REDES NEURONALES

En este capítulo, exploraremos con más detalle el funcionamiento de las redes neuronales y cómo se entrenan.
Vamos a profundizar en el concepto de Deep Learning, el cual es un subcampo del Machine Learning que se enfoca
en el entrenamiento de redes neuronales artificiales para imitar el comportamiento del cerebro humano, hablaremos
de cuáles son las principales arquitecturas de redes neuronales utilizadas en el Deep Learning y algunas de las
aplicaciones prácticas de esta técnica.

Como ya se explicó en la sección 2.1, la Inteligencia Artificial es un concepto más amplio que abarca a la
rama del Machine Learning, y dentro del Machine Learning encontramos al Deep Learning como un conjunto de
algoritmos avanzados que han demostrado ser muy efectivos en tareas de reconocimiento de patrones, clasificación
y procesamiento del lenguaje natural.

4.1. Funcionamiento básico de una neurona
Las redes neuronales son sistemas de procesamiento de datos que están inspirados en el cerebro humano y

consisten en una red de neuronas artificiales. Estas neuronas artificiales son unidades básicas de procesamiento
que están diseñadas para imitar el comportamiento de las neuronas biológicas del cerebro, sin tener en cuenta el
entorno biológico húmedo, formado por iones, biomoléculas y neurotransmisores.

Tanto las neuronas biológicas como las neuronas artificiales son capaces de procesar información y realizar
cálculos, y pueden ser activadas o desactivadas según la entrada recibida. Sin embargo, a pesar de las similitu-
des básicas, es importante tener en cuenta que las neuronas artificiales son una simplificación de las neuronas
biológicas, y que la complejidad de la actividad cerebral aún está lejos de ser completamente comprendida.

Estas neuronas artificiales están conectadas entre sí con neuronas de la siguiente capa por lo que cada neurona
artificial recibe una serie de entradas, estas entradas recibidas por el “terminal del axón” de la anterior neurona se
multiplican por un peso que imita la “sinapsis” que realiza la neurona al recibir la señal por la “dendrita”, estos
pesos pueden ser ajustados durante el entrenamiento de la red neuronal, ponderando de esta forma la importancia de
cada entrada para el cálculo de la neurona. Posteriormente en el “cuerpo” de nuestra neurona suma todas las señales
recibidas y añade un umbral, este umbral o bias nos permite ajustar la sensibilidad de la función de activación que
veremos a continuación. Finalmente en el “tronco axónico” se aplica una función de activación, la cual se encarga
de decidir si se activa o no la neurona y como se activa, para producir una salida, este proceso lo podemos ver en
la Figura 4.1.

Matemáticamente y a modo de resumen de lo expuesto anteriormente, en la Ecuación 4.1 podemos expresar la
salida de una neurona como:

ŷ = f(z) = f(

n∑
i=1

xiwi + w0) = f(XWT ) (4.1)

Donde X = [xn, . . . , xi, . . . , x1, 1] es el vector de las n entradas o estímulos (xi) que recibe la neurona y
W = [wn, . . . , wi, . . . , w1, w0] es el vector de los n pesos (wi) asociados a cada entrada que recibe la neurona,
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equivalente a las conexiones sinápticas de una neurona real, siendo w0 el umbral o bias aplicado por la neurona y
f la función de activación.

Dendrita

Soma (cuerpo celular)

Terminal del axón

Tronco axónico mielinizado

Vaina de mielina

Entradas

Salidas

Puntos de entrada = sinapsis

Puntos de salida = sinapsis

(a) Neurona biológica.

Función de
Activación

Zk Yk

Wk,0

Wk,1X1

X2

X3

Xn

Wk,2

Wk,3

Wk,n

Pesos
sinápticos

Error

Señales de
entrada

Salida

Umbral (Bias)

Actualización
de pesos

Tronco axónico
mielinizado

Terminal 

Cuerpo celular

Sumatorio

Dendritas

(Soma)

del axónAxón

Sinapsis

f()Σ

(b) Neurona artificial.

Figura 4.1: Similitudes entre la neurona biológica y la neurona artificial.

La función de activación es esencial para introducir no linealidad en la red y permitir la captura de relaciones no
lineales entre las variables de entrada y salida. Aunque el uso de una función de activación introduce complejidad
adicional en la red, es esencial para permitir el aprendizaje de patrones no lineales y mejorar el rendimiento de la
red. Por lo que en el caso de no utilizar una función de activación en nuestra red neuronal, estaríamos limitando la
capacidad de la red a transformaciones lineales de las entradas. En este caso, la red sería esencialmente un modelo
de regresión lineal y no sería capaz de capturar patrones complejos en los datos. Por el mismo motivo ya no se
usan las funciones de activación lineales, ya que, la salida de las funciones no estará confinada entre ningún rango
y la suma de diferentes funciones lineales sigue siendo una función lineal acotando así la activación de la neurona
[223].
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(a) Funciones de activación acotadas en rango.
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(b) Familia ReLU.
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(c) Funciones de activación avanzadas.

Figura 4.2: Funciones de activación mas comunes.

Una función de activación en una red neuronal debe tener ciertas características deseables para asegurar un
entrenamiento efectivo y un buen rendimiento del modelo como las que vemos en la Figura 4.2. En primer lugar,
la función no debe saturarse en el rango de valores comunes de entrada para evitar dificultades en el aprendiza-
je. Además, se busca una baja fuga de gradiente, evitando funciones con gradientes muy pequeños, para que el
gradiente de cada capa afecte correctamente a la capa anterior y permita una propagación hacia atrás efectiva, lo
opuesto sería el problema del gradiente explosivo debido a gradientes muy grandes. También es importante que la
función de activación esté centrada en cero para evitar que los gradientes se desplacen en una dirección particular.
La función debe ser económicamente eficiente, lo que significa que el gasto computacional no debe ser excesivo.
Además, es necesario que la función sea diferenciable para permitir el entrenamiento mediante el algoritmo de
descenso de gradiente y que sea monótona para evitar puntos de inflexión y dificultades en la convergencia del
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modelo. En general, la elección de la función de activación dependerá del problema específico y de la arquitectura
de la red neuronal, y es importante evaluar diferentes opciones y comparar su rendimiento [224].

Comenzamos analizando las funciones acotadas en rango que vemos en la Figura 4.2a. En primer lugar, vemos
la función sigmoidea o logística que tiene rango (0, 1) que limita su salida, es monótona creciente lo que ayuda a
la convergencia, continuamente diferenciable (C∞), asimemtrica y no pasa por el origen, mientras que su primera
derivada tiene rango (0, 0.25), es continua no monótona y solventa los problemas de neuronas muertas y gradiente
explosivo pero tiene problemas de saturación y fuga de gradiente ya que la derivada de la función sigmoidea
está cerca de 0 en posiciones alejadas del punto central, por lo que cuando la red es muy profunda, cada vez
más gradientes de retropropagación caen en el área de saturación para que el módulo de gradiente se vuelva más
pequeño. Generalmente, si la red sigmoidea tiene mas de cinco capas, el gradiente se degrada a 0, lo que es difícil
de entrenar. Además es costosa computacionalmente al tener operaciones exponenciales.

f(z) = σ(z) =
1

1 + e−z
, f ′(z) =

∂σ(z)

∂z
= σ(z) · (1− σ(z)) =

e−z

(1 + e−z)2
(4.2)

La función tangente hiperbólica (Tanh) tiene rango (−1, 1), es monótona creciente, continuamente diferen-
ciable (C∞), antisimemtrica y pasa por el origen, lo cual, se trata de una mejora respecto a la anterior ya que el
rango está centrado en el cero y eso permite que, durante el aprendizaje, se pueda corregir los pesos en direcciones
distintas (aumentando o disminuyendo su valor individual). Mientras que su primera derivada tiene rango (0, 1], es
continua no monótona y solventa los problemas de neuronas muertas y gradiente explosivo pero tiene problemas
de saturación y aunque la pendiente en esta función es mucho más acentuada y con ello el gradiente producido
sigue presentando fuga de gradiente.

f(z) = tanh(z) =
sinh(z)

cosh(z)
=
ez − e−z

ez + e−z
=
e2z − 1

e2z + 1
=

1− e−2z

1 + e−2z
=

2

1 + e−2z
− 1 (4.3)

f ′(z) =
∂ tanh(z)

∂z
=

∂

∂z

sinh(z)

cosh(z)
=

cosh2(z)− sinh2(z)

cosh2(z)
= 1− tanh2(z) =

1

cosh2(z)
(4.4)

La función softsign [225] se satura más lentamente que la función tanh, tiene rango (−1, 1), es monótona
creciente, continuamente diferenciable (C1), antisimemtrica y pasa por el origen, mientras que su primera derivada
tiene rango (0, 1], es continua no monótona y solventa los problemas de neuronas muertas y gradiente explosivo
pero tiene problemas de saturación y fuga de gradiente por lo que vemos que este problema es inevitable en las
funciones de rango acotado. La función escalón y la función de distribución acumulativa normal no las analizamos
individualmente ya que actualmente se usan poco pero tienen influencia en funciones de activación como la GELU
o las de la familia ReLU.

f(z) =
z

1 + |z|
, f ′(z) =

∂f(z)

∂z
=

1

(1 + |z|)2
(4.5)

La función unidad lineal rectificada (ReLU) o función rampa [226] tiene rango [0,∞), es monótona creciente,
no es continuamente diferenciable (C0), es asimemtrica y pasa por el origen, además vemos que comparada con
las funciones sigmoide y tanh que implican la exponenciación, la ReLU se puede implementar más fácilmente
reduciendo así la carga de trabajo de computación, pero no hay límite superior, por lo que el entrenamiento es
relativamente fácil de divergir. Mientras que su primera derivada, que es la función escalón, tiene rango ([0, 1], no
es continua ni monótona y solventa los problemas de fuga de gradiente, gradiente explosivo y saturación, aunque
tiene el importante problema de neuronas muertas.

f(z) = máx(0, z) =

{
z z ≥ 0

0 z < 0
, f ′(z) =

∂f(z)

∂z
=

{
1 z ≥ 0

0 z < 0
(4.6)

El problema del gradiente de fuga lo mitiga eficazmente, ya que, el gradiente ReLU es insaturado a diferencia
de las funciones acotadas en rango que cuando están cerca del área de saturación (lejos del centro de la función), la
transformación es demasiado lenta y la derivada está cerca de 0. Sin embargo tiene dos problemas importantes, co-
menzamos con el problema de neuronas muertas que ocurre cuando las entradas se acercan a cero o son negativas,
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ya que, el gradiente se vuelve cero y la red no puede realizar una propagación hacia atrás, por lo que, las neuronas
que entran en esta situación no puede aprender y no juegan ningún papel, esto hace que con el tiempo harán que
parte de la red no haga nada. Continuamos con el problemas de la continuidad que hace que no sea diferenciable
en x = 0 y una derivada se define forzosamente en este punto, además, la superficie definida en el punto cero no
es lo suficientemente suave en algunos problemas de regresión.

f(z) = mı́n(máx(0, z), 6) =


6 z ≥ 6

z 0 ≤ z < 6

0 z < 0

, f ′(z) =
∂f(z)

∂z
=


0 z ≥ 6

1 0 ≤ z < 6

0 z < 0

(4.7)

Dentro de la familia ReLU hay distintas funciones de activación que buscan mitigar los problemas de los que
hemos hablado, por ejemplo, ReLU6 [227] pone un limite superior para que el entrenamiento converja mas fácil-
mente, según los autores, empuja al modelo a aprender representaciones más dispersas en las capas del principio.
Pero la mayoría intentan mitigar el problema de las neuronas muertas modificando el lado negativo como es el
caso de Leaky ReLU [228] donde α es un hiperparámetro generalmente establecido en 0.01 que indica el valor
de la pendiente en el lado negativo que asegura que la neurona nunca muera, resolviendo el problema de ReLU
moribundo. Parametric ReLU [229] es una variación de Leaky ReLU, donde α en lugar de ser un hiperparámetro
debe ser aprendido durante el entrenamiento [230].

f(z) = máx(αz, z) =

{
z z ≥ 0

αz z < 0
, f ′(z) =

∂f(z)

∂z
=

{
1 z ≥ 0

α z < 0
(4.8)

Si bien las LReLU y las PReLU tienen valores negativos para mitigar el problema de las neuronas muertas,
no garantizan un estado de desactivación resistente al ruido. Las ELU [231] se saturan a un valor negativo con
entradas más pequeñas y, por lo tanto, disminuyen la variación y la información propagadas hacia adelante. La
función de activación SELU [232] que vemos en la Ecuación 4.9 es una variación de ELU que induce propiedades
de auto-normalización donde se escala por un valor λ, por lo que la función de activación ELU es el caso en el que
λ = 1.

f(z) = máx(λα · (ez − 1), λz) = λ

{
z z ≥ 0

α · (ez − 1) z < 0
, f ′(z) =

∂f(z)

∂z
= λ

{
1 z ≥ 0

αez z < 0
(4.9)

También se he intentado mitigar el problema de la continuidad que presenta ReLU en x = 0 con funciones
de activación que tienen una geometría similar a las ReLU, pero que son derivables en todos los puntos. Como es
el caso de la función de activación softplus [233] que tiene rango (0,∞), es monótona creciente, continuamente
diferenciable (C∞), asimemtrica y no pasa por el origen, mientras que su primera derivada tiene rango (0, 1),
es monótona creciente, continua y solventa los problemas de neuronas muertas y gradiente explosivo pero tiene
problemas de saturación y fuga de gradiente. Vemos en la Ecuación 4.10 que esta función tiene un cálculo más
complejo pero, tiene una derivada continua y define una superficie curva lisa [234].

f(z) = ln(1 + ez), f ′(z) =
∂f(z)

∂z
=

1

1 + e−z
= σ(z) (4.10)

En las siguientes funciones de activación además de ser continua y derivable, buscaremos que pase por cero,
aunque esto va a hacer que sea constitucionalmente mas costoso. Comenzamos hablando de la función Swish [235]
que multiplica x por la distribución logística Logistica(µ = 0, s = 1) como vemos en la Ecuación 4.11, donde
se puede apreciar que se trata de una función no-monótona, una característica contrario a todas las anteriores. El
tramo no monótono le otorga una mayor expresividad a la función mejorando el flujo del gradiente, lo cual es clave
durante el arranque con la pre-inicialización aleatoria de pesos, ya que muchos hacen caer los inputs en la zona
negativa y éstos se verían obviados en un ReLU por ser anulados directamente; de esta forma, en cambio, existe
gradiente y se puede aún aprender y, quizás, salir de la zona negativa.

f(z) = z · σ(βz) =
z

1 + e−βz
(4.11)
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4.2. Entrenamiento de una red neuronal

En esta función el hiperparametro β es aprendido durante el entrenamiento, pero en el caso de utilizar β = 1,
estaríamos utilizando la función SiLU o Swish-1 [236]. También existe la función Hard Swish [237] que vemos
en la Ecuación 4.12 donde busca simplificar la función Swish para que sea menos costosa constitucionalmente
utilizando ReLU6 para realizar una aproximación por partes.

f(z) = z · ReLU6(z + 3)

6
=


z z ≥ 3
z·(z+3)

6 −3 ≤ z < 3

0 z < −3

, f ′(z) =
∂f(z)

∂z
=


1 z ≥ 3
2z+3

6 3 ≤ z < −3

0 z < −3

(4.12)

ReLU es un mapa cero determinista o un mapa de identidad, según el valor de entrada. Pero este determinismo
de la ReLU es limitante. Algunas estrategias de regularización de redes neuronales, como dropout [238] y zoneout
[239], actúan independientemente del valor de una neurona. Dropout puede actuar como un mapa cero estocás-
tico estableciendo aleatoriamente los valores de las neuronas en cero, y zoneout puede actuar como un mapa de
identidad estocástico conservando aleatoriamente los valores de las neuronas calculados previamente. La estocas-
ticidad de abandono y zona libre puede permitir un pseudoconjunto de redes con ancho estocástico o profundidad
estocástica, respectivamente, y esto conduce a mejoras de rendimiento notables. GELU [240] une estos concep-
tos acortando la brecha entre las no linealidades y los regularizadores estocásticos al encapsular el regularizador
estocástico que depende de los valores de entrada en una función de activación determinista. Podemos ver que
GELU multiplica x por la distribución normal N (µ = 0, σ2 = 1) como vemos en la Ecuación 4.13 y una de las
simplificaciones para hacer GELU computacionalmente mas eficiente es utilizar Swish-1.702.

f(z) = z·P (Z ≤ z) = z·Φ(z) = z·1
2

[
1 + erf

(
z√
2

)]
≈ 1

2
z(1+tanh

[√
2

π
(z + 0.044715z3)

]
) ≈ z·σ(1.702z)

(4.13)
Por último hablaremos de Mish [241] que es una función de activación no monótona autoregulada inspirada

en la propiedad de activación automática de Swish que como vemos en la Ecuación 4.14 combina las funciones de
activación softplus y tanh.

f(z) = z · tanh(ln(1 + ez)) = z · tanh(softplus(z)) (4.14)

Además, no nos podemos olvidar de la función softmax o función exponencial normalizada, que se utiliza a
menudo en la capa de salida para clasificar datos en varias categorías. La función softmax cuya expresión vemos
en la Ecuación 4.15 toma un conjunto de valores de entrada y devuelve un conjunto de valores de salida que suman
1. Cada valor de salida representa la probabilidad de que la entrada pertenezca a una determinada categoría. Por
ejemplo, si se tiene una red neuronal que se utiliza para clasificar imágenes en diferentes categorías de animales,
la función softmax en la capa de salida podría devolver valores de salida que indiquen la probabilidad de que la
imagen sea un gato, un perro, un pájaro, etc. Esto permite que la red neuronal produzca una salida probabilística
en lugar de una salida binaria o discreta. La función softmax se calcula mediante la aplicación de la función
exponencial a cada valor de entrada y luego normalizando los resultados para que sumen 1.

f(z)i =
ezi∑K
j=1 e

zj
∀i ∈ [1, N ] (4.15)

4.2. Entrenamiento de una red neuronal

El proceso de entrenamiento de una red neuronal es el proceso de ajustar los pesos en las conexiones entre
las neuronas en la red para que pueda aprender a realizar una tarea específica y se lleva a cabo en varios pasos.
En primer lugar, se realiza la inicialización de los pesos y sesgos de la red de forma aleatoria. A continuación, se
introduce una entrada en la red y se propaga hacia adelante a través de las capas de entrada, ocultas y de salida
para producir su salida.
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El algoritmo de propagación hacia adelante es un proceso utilizado en redes neuronales artificiales para calcular
las salidas de una red dada una entrada específica. La propagación hacia adelante implica el paso de datos de entrada
a través de la red neuronal, a través de cada una de sus capas, hasta llegar a la capa de salida. En cada capa, los
datos son procesados por las neuronas utilizando una función de activación y unos pesos específicos asociados a
cada conexión entre neuronas. La salida de cada neurona en una capa se utiliza como entrada para la siguiente capa,
hasta que se llega a la capa de salida, donde se obtienen las salidas finales de la red. El algoritmo de propagación
hacia adelante es esencial para el entrenamiento de redes neuronales, ya que permite calcular las salidas de la red
para un conjunto dado de datos de entrada.

Luego, se calcula la función de coste comparando la salida de la capa de salida con la salida objetivo. El
siguiente paso es la retropropagación, que se utiliza para propagar los errores hacia atrás a través de la red utilizando
el algoritmo de retropropagación de errores. Los errores en las capas ocultas se calculan propagando hacia atrás
los errores de la capa de salida utilizando la matriz de pesos de la capa correspondiente.

Dirección de propagación hacia adelante

Dirección de propagación hacia atrás o retropropagación

x1

x2
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y1

y2

Capa de entrada
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(a) Visualizado a alto nivel.
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(b) Visualizado a bajo nivel [242].

Figura 4.3: Entrenamiento de una red neuronal.

Posteriormente, se actualizan los pesos utilizando un algoritmo de optimización como el algoritmo de descenso
de gradiente, el cual ajusta los pesos en las conexiones entre las neuronas en la dirección en la que la función de
coste disminuye más rápidamente de manera que se minimice el error entre las salidas de la red y las salidas
esperadas. Este proceso se repite para cada entrada en el conjunto de entrenamiento.

Finalmente, la red se evalúa utilizando un conjunto de validación. Si el rendimiento de la red es satisfactorio,
se puede utilizar para hacer predicciones sobre nuevos datos. Si el rendimiento no es satisfactorio, se ajustan los
parámetros y se repiten los pasos anteriores hasta que se alcance un rendimiento satisfactorio. Podemos ver que el
proceso de entrenamiento de una red neuronal es un proceso iterativo que busca ajustar los pesos y parámetros de
la red para minimizar la función de coste y mejorar la precisión de las predicciones.
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4.2. Entrenamiento de una red neuronal

4.2.1. Función de coste y algoritmo de backpropagation

Como hemos visto después de la propagación hacia adelante es necesario evaluar la salida predicha por nuestra
red (ŷ) en comparación con el valor real de los datos (y) que es la salida esperada. La evaluación entre ŷ e y
se realiza a través de una función de coste. Las dos funciones de coste mas importantes son el error cuadrático
medio (MSE) y la entropía cruzada categórica (categorical cross-entropy). La función de error de entropía cruzada
se define como vemos en la Ecuación 4.16 es una función de pérdida ampliamente utilizada para problemas de
clasificación y representa la distancia entre dos distribuciones de probabilidad, en este caso la distribución real de
etiquetas y la distribución predicha por el modelo.

C(y, ŷ) = −
n∑
i=1

y ln ŷ,
∂C(y, ŷ)

∂wj
=
∂C

∂ŷ

∂ŷ

∂wj
=
∂C

∂ŷ

∂ŷ

∂z

∂z

∂wj
= −

n∑
i=1

y

ŷ

∂f(zi)

∂zi
xij (4.16)

Donde n son las neuronas en la capa de salida. Por lo general, la distribución “verdadera” (la que el algoritmo
de ML está tratando de igualar) se expresa en términos de una distribución one-hot. Por ejemplo, si estás trabajando
en un problema de clasificación con tres clases y tu modelo predice una distribución de probabilidad [0.1, 0.2, 0.7]
para una instancia dada, entonces la distribución “verdadera” podría ser [0, 0, 1], lo que significa que la instancia
pertenece a la tercera clase.

One-hot encoding es una técnica de codificación que se utiliza para representar variables categóricas como
vectores binarios. En esta técnica, cada categoría se convierte en un vector binario con todas las entradas iguales a
cero excepto la entrada correspondiente a la categoría, que se marca con un 1. Por ejemplo, si tienes una variable
categórica “color” con tres categorías: rojo, verde y azul. Entonces, el vector one-hot para la categoría “verde”
sería [0, 1, 0]. La codificación one-hot se utiliza a menudo en problemas de clasificación, ya que permite a los
modelos de aprendizaje automático tratar cada categoría de forma independiente y evita la asignación de un orden
a las categorías, lo que podría resultar en una interpretación errónea de los datos.

Mientras que la función de error cuadrático medio, coste cuadrático o coste L2 se define como vemos en la
Ecuación 4.17 y generalmente se utiliza para resolver el problema de regresión.

C(y, ŷ) =
1

n

n∑
i=1

(yi − ŷi)2,
∂C(y, ŷ)

∂wj
=
∂C

∂ŷ

∂ŷ

∂wj
=
∂C

∂ŷ

∂ŷ

∂z

∂z

∂wj
=

2

n

n∑
i=1

(ŷi − yi)
∂f(zi)

∂zi
xij (4.17)

De forma general podemos ver aplicando la regla de la cadena hacemos la derivada de la función de coste
respecto a la salida de la red neuronal ( ∂C∂ŷi ), la derivada de la función de activación (∂f(zi)∂zi

) y la derivada del
sumatorio que entra a la función de activación respecto a los pesos ( ∂zi∂wij

= xij) que en el caso del umbral o bias
de la neurona será xi0 = 1. Esto será importante para el algoritmo de descenso de gradiente que veremos mas tarde
u otros optimizadores, ya que se modifican los pesos gracias a estas derivadas como vemos a continuación.

∆wij = −α ∂C

∂wij
= −α ∂C

∂wij
= −α∂C

∂ŷi

∂ŷi
∂wij

= −α∂C
∂ŷi

∂ŷi
∂zi

∂zi
∂wij

= −α∂C
∂ŷi

∂f(zi)

∂zi
xij = −αδixij (4.18)

Las señales se propagan en dirección hacia adelante y los errores se propagan en dirección hacia atrás. Los
errores en las capas de entrada, oculta y salida se acumulan para generar el error en la función de pérdida. En el
caso de calcular los errores aplicando MSE, podemos expandir como vemos en la Ecuación 4.19 el error en la capa
oculta y en la capa de entrada.

C(y, ŷ) =
1

n

n∑
i=1

(yi−fL(

m∑
j=1

xLijw
L
ij +wLi0))2 =

1

n

n∑
i=1

(yi−fL(

m∑
j=1

fL−1(

p∑
k=1

xL−1jk wL−1jk +wL−1j0 )wLij +wLi0))2

(4.19)
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Donde L es el número de capas de la red neuronal, n son neuronas de la capa de salida, m las neuronas de la
capa oculta y p las neuronas de la capa de entrada. De forma genérica y expresado de forma matricial la expresión
sería

C(y, ŷ) = C(y, fL(WLfL−1(WL−1 . . . f2(W 2f1(W 1x)) . . .))) (4.20)

Como podemos ver para calcular ∆wij = −η ∂C
∂wij

en las primeras capas de redes neuronales muy profundas
se necesitaría demasiada capacidad de computo, por lo que es necesario un algoritmo que realice las derivadas
de forma más eficiente. Este algoritmo es el algoritmo retropropagación o backpropagation que explicaremos a
continuación para realizar la derivada total de la función de coste respecto de las entradas utilizando la regla de la
cadena.

dC(y, ŷ)

dx
=

dC

dŷL
◦ dŷ

L

dzL
· dzL

dŷL−1
◦ dŷ

L−1

dzL−1
· dz

L−1

dŷL−2
◦ . . . ◦ dŷ

1

dz1
· ∂z

1

∂x1
(4.21)

Donde (A ◦ B)ij = (A � B)ij = (A)ij(B)ij es el producto de Hadamard o producto de Schur, es decir, un

producto de elementos. Además sabiendo que dŷL

dzL
= df(zL)

dzL
= (fL)′ y que dzL

dŷL−1 = dzL

dxL = WL podemos reducir
la expresión de la siguiente forma:

dC(y, ŷ)

dx
=

dC

dŷL
◦ (fL)′ ·WL ◦ (fL−1)′ ·WL−1 ◦ . . . ◦ (f1)′ ·W 1 (4.22)

Transponemos las matrices e invertimos el orden de multiplicación, ya que, el gradiente (∇) es la transposición
de la derivada de la salida en términos de la entrada, pero las entradas son las mismas

∇xC = (W 1)T · (f1)′ ◦ . . . ◦ (WL−1)T · (fL−1)′ ◦ (WL)T · (fL)′ ◦ ∇aLC (4.23)

Llegados a esta expresión nos damos cuenta de su recursividad, para lo cual vamos a utilizar el termino auxiliar
δl, interpretado como el “error a nivel l” y definido como el gradiente de los valores de entrada en el nivel l.

δl := (f l)′ ◦ (W l+1)T ◦ . . . ◦ (WL−1)T · (fL−1)′ ◦ (WL)T · (fL)′ ◦ ∇aLC (4.24)

Por lo que el gradiente de los pesos en la capa l es entonces ∇W lC = δl(ŷl−1)T = δl(xl)T , calculando δl

fácilmente de forma recursiva, yendo de derecha a izquierda, como δl−1 := (f l−1)′ ◦ (W l)T · δl.
Observamos por tanto que backpropagation es un algoritmo utilizado en el aprendizaje supervisado de redes

neuronales artificiales para calcular de manera efectiva las derivadas parciales de una función de coste con respecto
a cada uno de los pesos en la red. Esto se hace utilizando la regla de la cadena para calcular las derivadas parciales
de forma recursiva a través de la red, comenzando en la salida y trabajando hacia atrás, hacia la entrada. Una
vez que se han calculado estas derivadas, se pueden utilizar para actualizar los pesos de las conexiones entre las
neuronas de la red de manera que se minimice la función de coste mediante optimizadores como el algoritmo de
descenso de gradiente.

4.2.2. Optimizadores
El propósito del optimizador es proporcionar una regla de actualización de los pesos que modifica iterativa-

mente los pesos en función de la función de coste de manera que la salida de la red sea lo más precisa posible para
un conjunto dado de datos de entrada y salida deseados hasta alcanzar el punto óptimo de la red neuronal. Existen
varios métodos de optimización de los cuales hablaremos en esta sección.

Descenso del gradiente

El descenso del gradiente (GD) es un algoritmo de optimización que vemos en la Ecuación 4.25 utilizado en el
entrenamiento de redes neuronales y otros modelos de aprendizaje automático.

wt+1 = wt − α∇wt
C(wt) (4.25)
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Donde wt es el vector de pesos del modelo en la iteración t, α > 0 es la tasa de aprendizaje (learning rate) que
controla el tamaño de los pasos en la dirección del gradiente y ∇wt

C(wt) es el gradiente de la función de pérdida
C(y, ŷ(wt)) evaluada en el punto wt.

El algoritmo se basa en el concepto matemático del gradiente, que es una medida de cuánto cambia una función
en una dirección determinada. Durante el entrenamiento de una red neuronal, se utiliza el gradiente descendente
para ajustar los pesos en las conexiones entre las neuronas de manera que se minimice el error entre las salidas de
la red y las salidas esperadas. Para hacer esto, se calcula el gradiente del error en relación con los pesos de la red y
se ajustan los pesos en la dirección del gradiente, lo que reduce el error. El descenso del gradiente es un algoritmo
iterativo, lo que significa que se repite varias veces durante el entrenamiento de la red neuronal, lo que permite que
la red aprenda a realizar la tarea deseada.

Dependiendo de las muestras seleccionadas para cada entrenamiento tenemos tres tipos de descenso del gra-
diente que son:

Descenso del gradiente por lotes (BGD): utiliza todas las muestras del conjunto de entrenamiento (m en
total) en cada iteración para actualizar el parámetro de peso en función del valor de gradiente en el punto
actual. Con respecto a las otras variantes, tiene una gran estabilidad y precisión, pero es más lento y requiere
más memoria, por lo que consume más recursos informáticos. La fórmula es:

wt+1 = wt − α
1

m

m∑
i=1

∇wt
Ci(wt)

Descenso del gradiente estocástico (SGD): selecciona una única muestra aleatoria en cada iteración para
actualizar el parámetro de peso en función del valor de gradiente en el punto actual. Con respecto a las otras
variantes, es más rápido y menos costoso pero más ruidoso y menos estable. Tal inestabilidad incluso causa
desplazamiento inverso cuando la función de pérdida disminuye al punto más bajo. La fórmula es:

wt+1 = wt − α∇wt
Ci(wt)

Descenso del gradiente por mini-lotes (MBGD): combina las características de BGD y SGD, por lo que en
cada iteración selecciona un subconjunto pequeño y aleatorio de datos con n muestras en cada iteración para
actualizar el parámetro de peso. De tal forma que es un compromiso entre los dos anteriores que combina
velocidad y precisión, reduciendo la varianza y mejorando la convergencia. La fórmula es:

wt+1 = wt − α
1

n

b+n−1∑
i=b

∇wt
Ci(wt)

Donde∇wt
Ci(wt) es el gradiente de la función de pérdida C(y, ŷ(wt)) evaluada en el punto wt para el i-ésimo

ejemplo del conjunto de datos, m es el tamaño del conjunto de entrenamiento, n ∈ [0,m − b] es el tamaño del
mini-batch y b ∈ [0,m− n] es donde comienza el mini-batch.

Además se puede añadir un vector de momento para mejorar el algoritmo de GD que pueden acelerar la con-
vergencia y evitar los mínimos locales al dar más peso a la dirección del movimiento anterior mejorando el rendi-
miento del algoritmo aunque requieren más memoria para almacenar el vector de momento y más hiperparámetros
para ajustar. Este es el caso de [243]:

Descenso del gradiente con momento clasico (GD-CM) [244]: es el método clásico de momento que actua-
liza los parámetros usando una combinación del gradiente actual y el gradiente anterior. La fórmula es:

wt+1 = wt + vt+1 = wt + µvt − α∇wt
C(wt)

Descenso del gradiente con gradiente acelerado de Nesterov (GD-NAG) [245]: es una variante del CM que
usa el gradiente calculado después del subpaso de momento en lugar del gradiente actual. La fórmula es:

wt+1 = wt + vt+1 = wt + µvt − α∇wt
C(wt + µvt)

Donde µ ∈ [0, 1] es el factor de momento que controla la influencia del gradiente anterior en la dirección de
actualización y vt es el vector de momento en la iteración t. La ventaja de NAG sobre CM es que puede corregir
mejor la dirección del movimiento si se aleja demasiado del mínimo.
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AdaGrad

En el método AdaGrad [246], se divide α de cada paso por la norma L2 de todos los gradientes anteriores, esto
ralentiza el aprendizaje a lo largo de las dimensiones que ya han cambiado significativamente y acelera el apren-
dizaje a lo largo de las dimensiones que solo han cambiado levemente, estabilizando la representación del modelo
de características comunes y permitiéndole “ponerse al día” rápidamente con su representación de características
raras.

Este método es especialmente útil para datos dispersos. Sin embargo, el denominador acumula los gradientes
al cuadrado de cada iteración a partir del comienzo del entrenamiento. Dado que cada término es positivo, esta
suma acumulada continúa creciendo a lo largo del entrenamiento, reduciendo efectivamente la tasa de aprendizaje
en cada dimensión. Después de muchas iteraciones, esta tasa de aprendizaje se volverá infinitesimalmente pequeña
y el algoritmo puede detenerse prematuramente.

wt+1 = wt + ∆wt = wt −
α√
nt + ε

gt (4.26)

Donde la tasa de aprendizaje es α, el gradiente actual es gt = ∇wt−1
Ct(wt−1), el gradiente acumulado es

nt = nt−1 + g2t , siendo g2t = gt ◦ gt y ε es una pequeña constante y se establece en aproximadamente 10−7 para
la estabilidad numérica evitando la división por cero.

AdaDelta

La idea de AdaDelta [247] se derivó de AdaGrad con el fin de mejorar los dos principales inconvenientes del
método: 1) la disminución continua de las tasas de aprendizaje a lo largo del entrenamiento y 2) la necesidad de
una tasa de aprendizaje global seleccionada manualmente.

Este algoritmo trata de resolver el problema de AdaGrad usando una media móvil exponencial (EMA) del
cuadrado del gradiente en lugar del cuadrado del gradiente acumulado. Esto hace que la tasa de aprendizaje no
dependa del número total de iteraciones, sino solo de las más recientes. También elimina la necesidad de una tasa
de aprendizaje inicial y usa la media móvil exponencial del cambio en los parámetros para escalar el gradiente.

wt+1 = wt + ∆wt = wt −
RMS[∆w]t−1
RMS[g]t

gt = wt −
√
E[∆w2]t−1 + ε√
E[g2]t + ε

gt (4.27)

Donde la tasa de aprendizaje global en este caso son las actualizaciones acumuladas que se definen como
E[∆w2]t = µE[∆w2]t−1 + (1− µ)∆w2

t , el gradiente actual es gt = ∇wt−1
Ct(wt−1), el gradiente acumulado es

E[g2]t = µE[g2]t−1 + (1− µ)g2t , es decir, es la EMA del cuadrado del gradiente y ε es una pequeña constante y
se establece en aproximadamente 10−7 para la estabilidad numérica evitando la división por cero.

RMSProp

RMSProp [248] es similar a AdaDelta en el sentido de que también utiliza la media móvil exponencial del
cuadrado del gradiente y fue propuesto por Geoffrey Hinton en su curso sobre redes neuronales en Coursera.
Aunque RMSProp utiliza una tasa de aprendizaje global que le permite controlar mejor el ritmo de decrecimiento
de la tasa de aprendizaje.

wt+1 = wt + ∆wt = wt −
α

RMS[g]t
gt = wt −

α√
E[g2]t + ε

gt (4.28)

Adam

Adam [249] este algoritmo combina las ideas de RMSProp y AdaGrad, usando medias móviles exponenciales
tanto del gradiente como del cuadrado del gradiente. Además, introduce un sesgo correctivo para evitar que las
medias estén sesgadas hacia cero al principio. De tal forma que está diseñado para combinar las ventajas de
AdaGrad que funciona bien con gradientes dispersos, y RMSProp que funciona bien en entornos en línea y no
estacionarios. Por lo tanto, algunas de las ventajas de Adam son que las magnitudes de las actualizaciones de los
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parámetros son invariantes al reescalado del gradiente, sus tamaños de paso están aproximadamente acotados por
el hiperparámetro del tamaño de paso, no requiere un objetivo estacionario, funciona con gradientes dispersos y
realiza naturalmente una forma de enfriamiento del tamaño de paso.

El algoritmo iterativo matemático de Adam es bastante complejo por lo que trataremos de desarrollarlo a
continuación:

1) Se calcula la estimación del primer momento corregido por el sesgo actualizándolo mediante la expresión:

m̂t =
mt

1− βt1
=
β1 ·mt−1 + (1− β1) · gt

1− βt1
(4.29)

2) Se calcula la estimación del segundo momento corregido por el sesgo actualizándolo mediante la igualdad:

v̂t =
vt

1− βt2
=
β2 · vt−1 + (1− β2) · g2t

1− βt2
(4.30)

3) Se actualizan los parametros mediante la expresion:

wt = wt−1 −
α · m̂t√
v̂t + ε

(4.31)

Donde α es el tamaño de paso con el valor predeterminado de α = 0.001, β1, β2 ∈ [0, 1) son las tasas de
decaimiento exponencial para las estimaciones de los momentos m̂t y v̂t con el valor predeterminado de β1 = 0.9
y β2 = 0.999, el gradiente con respecto a los pesos en el timestep t es gt = ∇wt−1

Ct(wt−1) y ε es una pequeña
constante y se establece con el valor predeterminado de 10−8 para la estabilidad numérica evitando la división por
cero.

AdaMax

AdaMax [249] este algoritmo es una variante de Adam que usa la norma L∞ en lugar de la norma L2 para
estimar el cuadrado del gradiente. Esto hace que sea más robusto a gradientes dispersos o ruidosos.

wt = wt−1 −
α

1− βt1
· mt

ut
= θt−1 −

α

1− βt1
· β1 ·mt−1 + (1− β1) · gt

max(β2 · ut−1, |gt|)
(4.32)

Donde α es el tamaño de paso con el valor predeterminado de α = 0.002, β1, β2 ∈ [0, 1) son las tasas de
decaimiento exponencial para las estimaciones de los momentos mt y ut con el valor predeterminado de β1 = 0.9
y β2 = 0.999, el gradiente con respecto a los pesos en el timestep t es gt = ∇wt−1

Ct(wt−1) y α
1−βt

1
es la tasa de

aprendizaje con el término de corrección de sesgo para el primer momento.

Nadam

Nadam [250] este algoritmo es una combinación de Adam y NAG. El algoritmo iterativo matemático de Nadam
es bastante complejo por lo que trataremos de desarrollarlo a continuación:

1) Se calcula la estimación del primer momento corregido por el sesgo actualizándolo mediante la expresión:

m̄t = (1−µt)ĝt+µt+1m̂t =
(1− µt)gt

1−
∏t
i=1 µi

+
µt+1mt

1−
∏t+1
i=1 µi

=
(1− µt)gt

1−
∏t
i=1 µi

+
µt+1(µtmt−1 + (1− µt)gt)

1−
∏t+1
i=1 µi

(4.33)

2) Se calcula la estimación del segundo momento corregido por el sesgo actualizándolo mediante la igualdad:

n̂t =
νnt

1− νt
= ν · ν · nt−1 + (1− ν) · g2t

1− νt
(4.34)
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3) Se actualizan los parametros mediante la expresion:

wt = wt−1 − αt
m̄t√
n̂t + ε

(4.35)

Donde αt es el tamaño de paso en el timestep t, µt, ν ∈ [0, 1) son las tasas de decaimiento exponencial
para las estimaciones de los momentos m̄t y n̂t, el gradiente con respecto a los pesos en el timestep t es gt =
∇wt−1Ct(wt−1) y ε es una pequeña constante y se establece para la estabilidad numérica evitando la división por
cero.

4.2.3. Regularización

La regularización es una forma de modificar el algoritmo de aprendizaje automático para reducir el error
de generalización, es decir, el error que comete el modelo al predecir nuevos datos que no ha visto antes. La
regularización busca encontrar un equilibrio entre el sesgo y la varianza del modelo que podemos ver en la Figura
4.4, evitando que se ajuste demasiado a los datos de entrenamiento (overfitting o sobreajuste) o que sea demasiado
simple y no capte las características relevantes de los datos (underfitting o subajuste). Cuando el modelo tiene un
sesgo bajo y una varianza alta, o cuando tenemos una pequeña cantidad de datos tiende a sobreajustarse, por lo
no podrá generalizar correctamente las estimaciones en los datos de prueba. La regularización se puede aplicar a
diferentes tipos de modelos y algoritmos de aprendizaje automático.

Sesgo bajo Sesgo alto
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Sesgo alto
Varianza baja

Sesgo bajo
Varianza alta

Subajuste SobreajusteAjuste perfecto

Sesgo
Varianza

Error

Figura 4.4: Sesgo y varianza en el entrenamiento de una red neuronal [251].

El sesgo mide la diferencia entre la predicción promedio del modelo y el valor real que se quiere predecir, es
decir, el sesgo de la función estimada nos dice el error sistemático que comete el modelo para predecir los valores
al ignorar parte de la información de los datos. La varianza mide la variabilidad de las predicciones promedio
del modelo para un conjunto de datos dado, es decir, la varianza de la función estimada es el error aleatorio que
comete el modelo al ser sensible a pequeños cambios en los datos. Un alto sesgo indica que el modelo es demasiado
simple y no se ajusta bien a los datos (subajuste), lo que implica un alto error tanto en los datos de entrenamiento
como en los de prueba. Una alta varianza indica que el modelo es demasiado complejo y se ajusta demasiado a
los datos (sobreajuste) comenzando a modelar el ruido en la entrada, lo que implica un bajo error en los datos de
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entrenamiento pero un alto error en los de prueba. El objetivo es encontrar un equilibrio entre el sesgo y la varianza
que minimice el error total, que es la suma del sesgo al cuadrado más la varianza más el ruido irreducible.

Vamos a hablar sobre algunos de los tipos de regularización que existen como son modificar la función de pérdi-
da, modificar el muestreo de datos, cambiar el enfoque de entrenamiento o combinar varias técnicas de aprendizaje
automático en un modelo predictivo.

Modificar la función de pérdida

Para modificar la función de perdida se suele introducir una penalización por la complejidad del modelo en la
función de coste de la siguiente formaCoste(w) = Error(w)+λComplejidad(w), donde λ ≥ 0 es una constante
que regula la importancia de la complejidad en el coste total proporcional al sesgo del modelo e inversamente
proporcional a la varianza del modelo. Ahora vamos a mencionar algunas de las penalizaciones mas importantes.

El decaimiento de los pesos (Weight decay) es la penalización L2, también llamada penalización Ridge o Prior
gaussiano es una técnica de regularización que penaliza los pesos grandes en la función de costo. La penalización
se agrega a la función de costo como un término que es proporcional a la norma L2 de los pesos. La norma
L2 de un vector de pesos es simplemente la raíz cuadrada de la suma de los cuadrados de los pesos, de forma
que Complejidad(w) = ‖w‖2, además podemos ver la forma general para la norma Lp en la Ecuación 4.36.
Al penalizar los pesos grandes, la regularización L2 fuerza al modelo a tener pesos más pequeños y reduce la
complejidad del modelo, lo que a su vez reduce la posibilidad de sobreajuste.

Complejidad(w) = ‖w‖p =

(
N∑
i=1

|wi|p
)1/p

(4.36)

La regularización L1 también llamada penalización LASSO o Prior laplaciano es similar a la regularización
L2, pero penaliza los pesos grandes de una manera diferente. En lugar de penalizar los pesos grandes proporcio-
nalmente a su cuadrado, la regularización L1 los penaliza proporcionalmente a su valor absoluto, de forma que
Complejidad(w) = ‖w‖1. Esto tiene el efecto de introducir escasez en los pesos, lo que significa que más pesos
se establecerán en cero. La introducción de ceros en los pesos reduce aún más la complejidad del modelo, lo que
puede ayudar a prevenir el sobreajuste.

Óptimo  
en ausencia de
regularización

Óptimo  
con regularización

(a) Regularización L1.

Óptimo  
en ausencia de
regularización

Óptimo  
con regularización

(b) Regularización L2.

Figura 4.5: Técnicas para modificar la función de perdida.

Por otro lado, Elastic Net es una técnica de regularización que combina la regularización L1 y L2 en la función
de costo. Esto significa que la función de costo incluye tanto el término proporcional a la norma L1 de los pesos
como el término proporcional al cuadrado de la norma L2 de los pesos. Elastic Net combina las ventajas de ambas
técnicas de regularización, lo que puede ayudar a mejorar la precisión predictiva y a seleccionar las variables más
importantes en modelos de aprendizaje automático.

La regularización L∞ es una técnica de regularización que penaliza los pesos grandes en la función de costo,
proporcional a la norma L∞ de los pesos. La norma L∞ de un vector de pesos es simplemente el valor absoluto
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del peso más grande en el vector como podemos ver en la Ecuación 4.37. La regularización L∞ puede ser útil en
situaciones donde se desea una regularización más fuerte en algunos pesos en particular.

Complejidad(w) = ĺım
p→∞

‖w‖p = ‖w‖∞ = máx(|w1|, |w2|, . . . , |wN |) (4.37)

La entropía es una medida de la incertidumbre en una distribución de probabilidad. En el aprendizaje auto-
mático, la entropía se utiliza a menudo para evaluar la calidad de una distribución de probabilidad generada por
un modelo. La entropía se utiliza en particular en los modelos de clasificación, donde se desea que el modelo
genere una distribución de probabilidad que sea lo más cercana posible a una distribución uniforme, de forma que
Complejidad(w) = −

∑N
i=1 ŷi log(ŷi). Forzar una distribución uniforme a través de la entropía puede ayudar a

evitar el sobreajuste y mejorar la capacidad de generalización del modelo [251].
Se puede realizar una modificación en la función de perdida a la hora de aplicar el algoritmo de optimización,

como hemos visto en la sección 4.2.2 la mayoría aplican la penalización L2, aunque AdaMax por ejemplo aplica
la penalización L∞

Modificar el muestreo de datos

Hay dos formas principales de modificar el muestreo de datos la primera es mediante la validación cruzada
que vimos en la sección 3.3 y la segunda mediante data augmentation que se refiere a la técnica de aumentar el
conjunto de datos disponibles mediante la creación de nuevos datos a partir de los datos existentes.

El aumento de datos es una técnica útil para mejorar el rendimiento y la generalización de los modelos de ML,
especialmente cuando el conjunto de datos de entrenamiento es pequeño. Al generar datos sintéticos a partir de los
datos existentes, se pueden crear más variaciones y diversidad en los datos de entrenamiento, lo que ayuda a evitar
el sobreajuste y mejora la capacidad del modelo para generalizar a datos nuevos y no vistos.

En el caso de aplicarse en visión por computadora para generar nuevas variaciones de imágenes de entrena-
miento, se pueden realizar rotaciones, cambios en la iluminación y perspectivas, recortes, distorsión de las imá-
genes u otros cambios como vemos en la Figura 4.6. Mientras que si se aplica en PLN, las técnicas de aumento
de datos que pueden aplicarse para generar nuevas variaciones de texto de entrenamiento, serían reemplazo de
sinónimos, inserción aleatoria, eliminación aleatoria e incrustaciones de palabras, lo que da lugar a cambios de
palabras, eliminación de palabras y agregación de palabras.

5-fold cross-validation

Test Train

Test

Test

Test

Test

Train

Train

Train

Train

Train

Train

Train

(a) Validación cruzada [251].

Aumento de datos

Imagen original

Destexturizada

Descolorida

Voltear/Rotar

Mapas de borde

Borde mejorado

(b) Data augmentation [252].

Figura 4.6: Técnicas para modificar el muestreo de datos.

Cambiar el enfoque de entrenamiento

También podemos cambiar el enfoque del entrenamiento haciendo normalización por lotes (batch normaliza-
tion), dropout, zoneout, parada temprana (early stopping) o inyectando ruido para reducir el error de generalización.
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A menudo se introduce ruido en las entradas como una estrategia de aumento del conjunto de datos, pero se
puede agregar ruido aleatorio a otras partes de la red durante el entrenamiento. Por ejemplo se puede alterar los
pesos de la red agregando ruido aleatorio a los pesos cuando está aprendiendo para hacer la red más robusta a
pequeñas variaciones en los pesos, encontrando puntos que no son simplemente mínimos, sino mínimos rodeados
de regiones planas, el ruido agregado a los pesos puede interpretarse como una forma más tradicional de regula-
rización. Además también se puede inyectar ruido en las salidas, siendo un ejemplo de inyección de ruido en las
salidas el suavizado de etiquetas, ya que en el conjunto de datos del mundo real, podemos esperar cierta cantidad de
errores en las etiquetas de salida y una forma de remediar esto es modelar explícitamente el ruido en las etiquetas.

La deserción, abandono o dropout [238] es una técnica introducida por primera vez con dicho nombre por
Geoffrey Hinton en 2012 para abordar el problema de sobreajuste en redes neuronales profundas con una gran
cantidad de parámetros, estas grandes redes también son lentas de usar, lo que dificulta lidiar con el sobreajuste
al combinar las predicciones de diferentes grandes redes en el momento de la prueba. La idea clave es eliminar
aleatoriamente unidades (junto con sus conexiones) de la red neuronal durante el entrenamiento. Esto evita que
las unidades se adapten demasiado. La deserción se puede implementar fácilmente durante el entrenamiento se-
leccionando aleatoriamente nodos para que se descarten con una probabilidad determinada (e.g. 0,1 %) en cada
ciclo de actualización de peso, entrenando así diferentes redes “delgadas”. Sólo se usa durante el entrenamiento de
un modelo, por lo que en el momento de la prueba, es fácil aproximar el efecto de promediar las predicciones de
todas estas redes diluidas simplemente usando una sola red no diluida que tiene pesos más pequeños. Esta técnica
es simple y computacionalmente barata, además se puede utilizar en otros modelos que no son de aprendizaje
profundo, sin embargo, es menos eficaz cuando los datos de entrenamiento son insuficientes.

Red original Tasa de abandono = 30%

Conexiones  = 16 Activas = 11 (70%) Activas = 11 (70%)

(a) Dropout [251].
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(b) Parada temprana.

Figura 4.7: Técnicas para cambiar el enfoque de entrenamiento.

Al igual que el dropout, zoneout [239] utiliza ruido aleatorio para entrenar un pseudo-conjunto y mejorar la
generalización pero preservando en lugar de eliminar unidades ocultas. En cada paso de tiempo, zoneout obliga
estocásticamente a algunas unidades ocultas a mantener su valores anteriores de las unidades ocultas de la red para
mejorar la propagación del gradiente y la información del estado a través del tiempo.

La normalización por lotes (batch normalization) [253] es una técnica que normaliza las entradas a cada capa
de una red neuronal para que tengan una media de 0 y una varianza 1. Ayuda a estabilizar el aprendizaje y acelera el
entrenamiento del modelo, lo que puede mejorar significativamente el rendimiento y la precisión. También reduce
los problemas debidos a una mala inicialización de parámetros, por lo que la inicialización de parámetros es más
fácil y se pueden utilizar tasas de aprendizaje más altas. Además agrega ruido que reduce el sobreajuste con un
efecto de regularización, por lo tanto, cuando se aplica la normalización por lotes, se debe utilizar menos dropout,
ya que el dropout en sí mismo agrega ruido.

Parada temprana (early stopping) es una técnica utilizada para prevenir el sobreajuste. Se detiene el entrena-
miento del modelo antes de que alcance su punto máximo, lo que ayuda a evitar que el modelo se ajuste demasiado
a los datos de entrenamiento y mejora la capacidad de generalización del modelo. Mientras se construye el modelo,
se evalúa en el conjunto de datos de validación después de cada época durante el entrenamiento. Si la precisión

Diego Pérez Alonso 45



Capítulo 4. Redes neuronales

del modelo en el conjunto de datos de validación comienza a degradarse (e.g., la pérdida comienza a aumentar o
la precisión comienza a disminuir), el proceso de entrenamiento se detienen y realiza una detención temprana.

Combinar varias técnicas de ML

Los métodos de conjunto o ensembling combinan múltiples modelos débiles en un modelo predictivo fuerte
para producir una predicción final. Al combinar los resultados de varios modelos, se puede mejorar el rendimiento,
la precisión y la robustez del modelo, además de reducir el sesgo, la varianza y el riesgo de sobreajuste. Hay
muchos métodos diferentes para ensamblar, los dos más comunes son bagging y boosting pero añadiremos un
tercero que es stacking [251].

El bagging entrena N modelos débiles diferentes (generalmente del mismo tipo, homogéneos) con N subcon-
juntos no superpuestos del conjunto de datos de entrada en paralelo. En la fase de prueba, se evalúa cada modelo.
La etiqueta con el mayor número de predicciones se selecciona como predicción, es decir, por votación simple. Los
métodos de embolsado reducen la varianza de la predicción, debido a que una forma de reducir la varianza de una
estimación es promediar varias estimaciones, por lo que combina a todos los aprendices débiles para “suavizar”
sus predicciones.

El boosting entrena N modelos débiles diferentes (generalmente del mismo tipo, homogéneos) con el conjunto
de datos completo en un orden secuencial. Los datapoints clasificados incorrectamente con el modelo débil anterior
reciben más pesos para que puedan ser clasificados correctamente por el siguiente modelo débil, haciendo que cada
modelo débil en la secuencia se enfoque en aprender de los errores del anterior pudiendo convertir a los estudiantes
débiles en estudiantes fuertes. En la fase de prueba, se evalúa cada modelo y, en función del error de prueba de cada
modelo débil, se realiza una votación ponderada para obtener la predicción. Los métodos de refuerzo disminuyen el
sesgo de la predicción. El bagging utiliza modelos base complejos e intenta “suavizar” sus predicciones, mientras
que el impulso utiliza modelos base simples e intenta “aumentar” su complejidad agregada.

El stacking entrena N modelos débiles diferentes (generalmente de diferentes tipos, heterogéneos) con uno
de los dos subconjuntos del conjunto de datos en paralelo. Una vez que los alumnos débiles están capacitados,
se utilizan para entrenar a un metaaprendiz para combinar sus predicciones y llevar a cabo la predicción final
utilizando el otro subconjunto. En la fase de prueba, cada modelo predice su etiqueta, este conjunto de etiquetas se
envía al metaaprendiz que genera la predicción final.

4.3. Aprendizaje profundo
El aprendizaje profundo (DL) es una rama del aprendizaje automático que utiliza redes neuronales artificiales

(ANN) profundas para aprender a partir de grandes conjuntos de datos y un proceso iterativo de ajuste de paráme-
tros. El aprendizaje profundo se considera una forma avanzada de aprendizaje automático y ha dado lugar a muchas
aplicaciones prácticas en diversos campos. Estas redes neuronales son capaces de aprender representaciones abs-
tractas de los datos y realizar tareas complejas como el reconocimiento de patrones en imágenes y procesamiento
del lenguaje natural (NLP)).

En contraste con el aprendizaje automático convencional, donde esas características suelen estar diseñadas a
mano con el objetivo de reducir el tamaño de los datos, que se requiere para describir el problema de predicción
en cuestión. Posteriormente, las características calculadas se utilizan como entrada para que el algoritmo entrene
y permita el aprendizaje de un patrón representado en los datos. Esto tiene claras ventajas. Primero, una represen-
tación condensada de los datos requiere menos memoria, menos poder de cómputo y, en última instancia, reduce
el riesgo de sobreajustar el modelo a las muestras de entrenamiento, lo que resulta en una mala generalización a
nuevas muestras no vistas. Sin embargo, todo esto conlleva el riesgo de perder información valiosa y limitar el
poder de representación del algoritmo de aprendizaje.

Por el contrario, el aprendizaje profundo, una clase específica de aprendizaje automático, cambia la compleji-
dad de la ingeniería de funciones artesanal hacia la optimización del modelo y el uso de la potencia de cálculo y
los datos disponibles. Una red neuronal grande y profunda tiene muchas más capas y muchos más nodos en cada
capa, lo que da como resultado exponencialmente muchos más parámetros para ajustar. Sin suficientes datos, no
podemos aprender los parámetros de manera eficiente. Sin ordenadores potentes, el aprendizaje sería demasiado
lento e insuficiente.
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En un conjunto de datos pequeño, los algoritmos tradicionales de ML (Regresión, Random Forests, SVM, etc.)
o el aprendizaje estadístico hacen un gran trabajo, pero una vez que la escala de datos va creciendo, las redes
neuronales profundas superan a los demás. En parte porque, en comparación con un modelo de ML tradicional,
un modelo de red neuronal tiene muchos más parámetros y tiene la capacidad de aprender patrones no lineales
complicados. Por lo tanto, esperamos que el modelo elija las características más útiles por sí mismo sin demasiada
ingeniería de características manual involucrada por expertos. Esto se ilustra en la Figura 4.8 que presenta la
relación entre la cantidad de datos disponibles y el rendimiento del modelo, propuesto en el libro blanco de la
Asociación Canadiense de Radiólogos sobre inteligencia artificial en radiología.

Las arquitecturas de aprendizaje profundo han venido a reforzar el estado del arte de varios dominios, como
el reconocimiento de voz y la clasificación de imágenes. Se basan en redes neuronales artificiales y se pueden
caracterizar como un modelo que consiste en una cascada de múltiples capas de procesamiento de información
no lineal. A diferencia de los algoritmos tradicionales de aprendizaje automático, las redes neuronales profundas
se construyen a partir de muchas capas interconectadas de neuronas, lo que les permite aprender de manera más
precisa y eficiente.

Aunque algunos algoritmos de detección de tos han utilizado arquitecturas de redes neuronales, se han centrado
principalmente en la ingeniería de características y han tenido arquitecturas bastante superficiales debido a la
dificultad de recopilar grandes cantidades de datos de sujetos reales, lo que da como resultado menos muestras de
datos y limita la escala a una red más profunda [24].
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Figura 4.8: Gráfico que ilustra el impacto de los datos disponibles en el rendimiento de los algoritmos tradicionales de aprendizaje
automático (que se basan en características hechas a mano) y redes neuronales con pocas capas (superficiales), moderadas
(medias) o grandes (profundas) [254].

Hay varios modelos diferentes de redes neuronales profundas que se utilizan en diferentes contextos y pa-
ra abordar diferentes tipos de problemas y tareas. Algunos de los modelos más comunes incluyen el perceptrón
multicapa, las redes neuronales recurrentes, redes neuronales convolucionales, redes neuronales recurrentes convo-
lucionales, redes generativas adversarias, los transformers y autoencoders, de los que hablaremos a continuación.
Para finalmente hablar sobre el aprendizaje por transferencia que es un tipo de aprendizaje importante en el apren-
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dizaje profundo.

4.3.1. Perceptrón multicapa
El perceptrón (o neurona de McCulloch-Pitts) fue inventado en 1943 por McCulloch y Pitts [52] y la primera

implementación fue una máquina construida en 1958 en el Laboratorio Aeronáutico de Cornell por el psicólo-
go cognitivo Frank Rosenblatt [255] financiada por la Oficina de Investigación Naval de los Estados Unidos. El
perceptrón original es un clasificador binario cuyo algoritmo utilizaba el aprendizaje supervisado, es decir, un algo-
ritmo de clasificación que hace sus predicciones basadas en una función predictora lineal que combina un conjunto
de pesos con el vector característico.

Si bien se garantiza que el algoritmo de perceptrón convergerá en alguna solución en el caso de un conjunto de
entrenamiento linealmente separable, aún puede elegir cualquier solución y los problemas pueden admitir muchas
soluciones de calidad variable. El perceptrón de estabilidad óptima, hoy en día más conocido como la máquina
vectorial de soporte lineal (SVM), fue diseñado para resolver este problema [256].

A medida que se desarrollaron nuevos algoritmos de entrenamiento y se crearon nuevos tipos de redes neu-
ronales, el perceptrón original fue mejorado y expandido. Uno de los avances más importantes fue el desarrollo
del algoritmo de backpropagation [67] en 1986, que permitió entrenar redes neuronales más complejo como el
perceptrón multicapa.

Un perceptrón multicapa (MLP) es un tipo de red neuronal artificial (ANN) feedforward en la que las señales
viajan en una sola dirección desde la entrada hasta la salida, un ejemplo de este tipo de red lo podemos ver en la
Figura 4.3. A veces MLP hace referencia a cualquier red neuronal feedforward (FNN) pero estrictamente se refiere
a redes compuestas por múltiples capas de perceptrones. Estas redes se construyen con una o más capas ocultas
de neuronas entre la capa de entrada y la capa de salida, siendo capaz resolver problemas que no son linealmente
separables, lo cual es la principal limitación del perceptrón simple, por lo que les permite aprender representaciones
más complejas y abstractas de los datos.

Los perceptrones multicapa se utilizan comúnmente para resolver problemas de clasificación y regresión y se
entrenan utilizando el algoritmo de backpropagation. Estos modelos pueden ser muy efectivos en muchas tareas
diferentes, pero también pueden ser sensibles a los ruidos en los datos y requieren un gran número de datos de
entrenamiento para funcionar adecuadamente.

En la actualidad, los perceptrones multicapa y las redes neuronales feedforward en general siguen siendo una
herramienta importante en el campo de la inteligencia artificial y se utilizan en una variedad de tareas y problemas.

4.3.2. Redes neuronales recurrentes
Las redes neuronales recurrentes (RNN) son un tipo de red neuronal recursivas con una la estructura de una

cadena lineal en la que las señales pueden retroceder y ciclar en la red, lo que permite que la red tenga memoria a
corto plazo que se actualiza en cada paso temporal, lo que les permite recordar y utilizar información de entradas
anteriores al procesar nuevas entradas. Estas redes se utilizan comúnmente para procesar secuencias de datos,
como texto o audio, en tareas de procesamiento del lenguaje natural o generación de secuencias que requieren la
comprensión de contexto y dependencia temporal.

El procesamiento del lenguaje natural se refiere a la disciplina de la inteligencia artificial que se encarga del
desarrollo de sistemas capaces de procesar y comprender el lenguaje humano. Esta una disciplina es clave, ya que el
lenguaje es una de las principales formas en que los seres humanos nos comunicamos y transmitimos información.
Los sistemas de procesamiento del lenguaje natural pueden ayudar a facilitar la comunicación entre humanos y
máquinas, lo que puede tener aplicaciones en una amplia variedad de campos, como la atención al cliente, la
traducción automática, la generación de texto, la extracción de información o la identificación de emociones en el
texto.

En el entrenamiento de las RNN se utilizan específicamente dos variantes del algoritmo de retropropagación
(backpropagation, BP) que están diseñadas para tratar las particularidades de estas redes. La retropropagación a
través de la estructura (BPTS) [257] es una técnica basada en gradientes para entrenar redes neuronales recursivas
(un superconjunto de redes neuronales recurrentes) en el que se calculan los gradientes a través de toda la red,
incluyendo las conexiones entre capas, a diferencia de en la retropropagación tradicional donde se calculan los
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gradientes a través de cada capa de la red de forma independiente [258]. Mientras que la retropropagación a
través del tiempo (BPTT) [259] es una técnica basada en gradientes para entrenar ciertos tipos de redes neuronales
recurrentes donde el algoritmo desenrolla una red neuronal recurrente a través del tiempo, convirtiéndola en una
red feedforward y utiliza la retropropagación para calcular los gradientes necesarios para actualizar los pesos.
Tiende a ser significativamente más rápido para entrenar redes neuronales recurrentes que las técnicas de propósito
general, pero tiene dificultades con el óptimo local.
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Figura 4.9: Red neuronal recurrente básica comprimida (izquierda) y desplegada (derecha).

Además, en lugar de utilizar una representación one-hot para las palabras, que es muy dispersa y requiere
una gran cantidad de memoria, como entrada para una RNN se utilizan los word embeddings que permiten una
forma densa de representar palabras o frases del lenguaje natural con vectores de números reales en un espacio
vectorial de baja dimensión que se puede aprender a partir de los datos. Los word embeddings se construyen
utilizando técnicas de aprendizaje automático que permiten asignar un vector a cada palabra en un corpus de texto
y conceptualmente implica el encaje matemático de un espacio vectorial con las palabras del lenguaje natural a
través del uso de algoritmos, lo que permite mejorar el descubrimiento de conocimiento, ya que, pueden capturar
relaciones semánticas y sintácticas entre las palabras, mientras que el one-hot-encoding no puede hacerlo.
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Figura 4.10: Visualización de vectores de palabras aprendidas. A la izquierda hay una ilustración de las representaciones de pa-
labras para su visualización en 2D. A la derecha hay una representación 2D de frases aprendidas por una red neuronal recurrente
de codificador-decodificador de inglés a francés. Se puede observar que palabras o secuencias de palabras semánticamente
similares se asignan a representaciones cercanas [242].

Por otro lado, se han desarrollado celdas especiales como las unidades de memoria a largo plazo (LSTM) [73]
y las unidades recurrentes cerradas (GRU) [260] que se utilizan para mejorar su capacidad de memoria a largo
plazo y hacerlas más fáciles de entrenar. Estas dos celdas especiales buscan resolver el problema del gradiente de
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fuga, donde el gradiente de la función de pérdida decae exponencialmente con el tiempo, lo que dificulta que las
RNN puedan aprender dependencias a largo plazo.

Las unidades LSTM utilizan compuertas para controlar el flujo de información en la red, permitiendo que se
elimine o agregue información a una “célula de memoria”. Estas compuertas permiten un mejor control sobre el
flujo de gradiente y la conservación de las “dependencias de largo plazo”, permitiendo que la red olvide informa-
ción irrelevantes o poco útil y conserve solo la información importante a medida que se procesan las secuencias de
datos.

Las unidades GRU son una versión simplificada de las LSTM que utilizan un conjunto de puertas para controlar
el flujo de información, pero no tienen celdas de memoria separadas como las LSTM. Esto las hace más fáciles
de entrenar y más rápidas de ejecutar que las LSTM, aunque pueden ser menos precisas en algunas tareas, ya que
tiene menos parámetros. En cuanto a la arquitectura, GRU tiene menos unidades internas que LSTM y utiliza dos
puertas (puerta de actualización y puerta de reinicio) en lugar de tres (puerta de entrada, puerta de salida y puerta
de olvido) como en LSTM.
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Figura 4.11: Principales variantes de de las redes neuronales recurrentes (RNN).

Finalmente añadimos unas últimas variantes como son las redes neuronales recurrentes bidirecionales [261] y
los modelos de secuencia a secuencia (Seq2Seq). Los modelos bidirecionales procesan la entrada en ambas direc-
ciones, hacia adelante y hacia atrás, esto permite que la red tenga acceso a información futura y pasada al mismo
tiempo. Mientras que los modelos Seq2Seq vinculan dos RNN, un codificador y un decodificador. El codificador
resume la entrada en una variable de contexto, también llamada estado. Luego, este contexto se decodifica y se
genera la secuencia de salida.

4.3.3. Redes neuronales convolucionales

Las redes neuronales convolucionales (CNN) son un tipo de red neuronal artificial que se inspira en la orga-
nización y funcionamiento del cerebro humano y se utiliza principalmente para procesamiento de imágenes en
tareas de visión por computadora, como la clasificación de imágenes, la detección de objetos y la segmentación de
imágenes.

Aunque las CNN no son una réplica exacta del cerebro humano, tienen algunas similitudes en su estructura y
funcionamiento. Por ejemplo, las CNN tienen capas de neuronas que procesan información de manera jerárquica
y aprenden a reconocer patrones complejos en los datos de entrada como vemos en la Figura 4.12. De manera
similar, el cerebro humano tiene diferentes regiones que procesan información de manera jerárquica y aprenden a
reconocer patrones complejos en los estímulos sensoriales.

Además, las conexiones residuales se inspiran en la corteza visual del cerebro humano como vemos en la Figura
4.13 y se utilizan en las redes neuronales profundas para resolver el problema de la desaparición de los gradientes.
En lugar de aprender una representación directa de la entrada, la red aprende una representación residual que se
suma a la entrada para producir la salida. Esto permite que la red aprenda una representación más profunda y
precisa de los datos para mejorar la precisión y la eficiencia de la red.
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Figura 4.12: Dentro de una red convolucional cada imagen rectangular es un mapa de características que corresponde a la salida
de una de las características aprendidas, detectada en cada una de las posiciones de la imagen. La información fluye de abajo
hacia arriba, con características de nivel inferior que actúan como detectores de bordes orientados, y se calcula una puntuación
para cada clase de imagen en la salida [242].
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(a) La franja dorsal (verde) y la franja ventral (púrpura) tienen su origen en la cor-
teza visual primaria del sistema de visión humano. La ruta ventral comienza en
V1, va a través del área visual V2, luego a través del área visual V4, y a la corteza
temporal inferior. La franja ventral es llamada a menudo como la «ruta qué», es-
tá asociada a la forma reconocimiento y representación del objeto, también está
asociada con el almacenamiento de la memoria de largo término. V1: detección
de bordes, etc. V2: Extrae propiedades visuales simples como la orientación, la
frecuencia espacial o el color. V4: Detectar características de objetos de compleji-
dad intermedia como formas geométricas simples. IT: Reconocimiento de objetos
según el color y la forma del objeto y comparar esa información procesada con
los recuerdos almacenados [262].
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Figura 4.13: El diseño de los bloques residuales está inspirado en que V4 recibe información directamente de V1 en la ruta ventral
del visual humano.

Las CNN se construyen con una serie de capas diferentes que trabajan juntas para extraer características y
patrones visuales de los datos de imagen. Algunas de las capas típicas que se utilizan en las CNN son la capa de
entrada, capa de convolución, capa de pooling y capa completamente conectada. La capa de entrada recibe los
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pixeles de la imagen de entrada conociendo el alto, ancho y profundidad que será 1 para blanco y negro o 3 para
RGB.

Las capas de convolución son capas de neuronas que realizan operaciones matemáticas de convolución sobre
los datos de entrada para extraer características y patrones visuales específicos en los datos de imagen. Procesará
la salida de neuronas que están conectadas en “regiones locales” de entrada (es decir pixeles cercanos), calculando
el producto escalar entre sus pesos (valor de pixel) y un kernel en una pequeña región a la que están conectados en
el volumen de entrada. El volumen de salida será la cantidad de filtros que decidamos.

Los parámetros que definen una capa de convolución son el tamaño del kernel, el stride y el zero padding. El
tamaño del kernel es el tamaño de la ventana que se desliza sobre la imagen de entrada para realizar la convolución.
El stride es el número de píxeles que se mueve la ventana en cada paso. El zero padding es la cantidad de ceros que
se agregan alrededor de los bordes de la imagen de entrada para que al realizar la convolución, no se eliminarán los
bordes de la imagen original y adicionalmente el tamaño resultante será mayor que aquel obtenido sin el padding.

Para calcular el tamaño de la salida de la convolución de la figura 4.14 se utiliza la fórmula n+2p−f
s + 1, donde

n es el tamaño de la entrada, p es el zero padding, f es el tamaño del filtro y s es el stride. Por lo tanto, el tamaño de
la salida de la convolución la calculamos sustituyendo los valores en la fórmula anterior 5+2∗1−3

2 +1 = 4/2+1 = 3
y vemos que sería una matriz bidimensional de 3x3.
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Figura 4.14: Operación de convolución, average pooling y max pooling en un caso donde la entrada es una matriz bidimensional
de 5x5 con un tamaño de filtro de 3x3, un stride de 2x2 y un zero padding de 1 [47].

También se aplicará una función de activación en los elementos de la matriz como la ReLU o GELU. Las capas
de pooling agrupan los valores de los datos de salida de las capas de convolución para reducir su dimensionalidad
y hacer que la red sea más robusta ante pequeñas variaciones en los datos de entrada, haciendo una reducción en
las dimensiones alto y ancho, pero se manteniendo la profundidad.

En la capa de pooling, se divide la imagen en regiones y se aplica una función de agregación a cada región.
Los parámetros que definen una capa de pooling son los mismos que en la capa de convolución. La función de
agregación puede ser una función promedio o una función máxima. La función promedio (Average Pooling) calcula
el promedio de los valores en cada región, mientras que la función máxima (Max Pooling) calcula el valor máximo
en cada región.

Finalmente se añaden varias capas completamente conectadas, estas capas son capas densas de neuronas for-
mando una red de neuronas feedforward que reciben los datos de salida de las capas anteriores después de múltiples
rondas de procesamiento de capa convolucional y capa de agrupación. Generalmente se usan de 1 a 2 capas com-
pletamente conectadas para dar el resultado de clasificación final, donde la última capa tendrá una cantidad de
neuronas equivalente a las clases de objetos que queremos clasificar con una función de activación softmax.

Hay varios tipos diferentes de CNN que se utilizan en diferentes contextos y para resolver diferentes tipos
de problemas. Las redes neuronales convolucionales tradicionales como hemos visto son modelos de CNN que
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constan de una secuencia de capas de convolución, pooling y capas completamente conectadas, estas redes se
utilizan comúnmente para tareas de clasificación de imágenes.

También tenemos las redes neuronales totalmente convolucionales (FCN), que son redes convolucionales sin
capas completamente conectadas. La estructura de las FCN se asemeja a la de un autoencoder, donde el proceso
de codificación de una imagen se realiza a través del uso de capas convolucionales y de pooling, que reducen la
resolución de la imagen y extraen características.

Luego, estas características se procesan a través capas de convolución transpuesta (también conocidas como
capas deconvolucionales) para generar una salida por píxel de la misma forma que la entrada original, en vez de
que unas capas completamente conectadas que nos darían la clasificación de un objeto. Estas redes se utilizan
comúnmente para tareas de segmentación de imágenes, ya que su arquitectura permite la generación de mapas de
características de la misma resolución que la imagen de entrada.

Luego tenemos las redes neuronales convolucionales en cadena o Chain Convolutional Neural Networks, que
son redes convolucionales que tienen una arquitectura de cadena en lugar de una arquitectura de grafo. En estas
redes, cada capa convolucional está conectada solo a la capa inmediatamente anterior, lo que permite una propa-
gación de información más eficiente y una menor complejidad computacional a diferencia de las redes neuronales
convolucionales con saltos residuales que utilizan estos saltos residuales para mejorar la capacidad de la red para
aprender representaciones complejas y abstractas de los datos de imagen.

Finalmente podemos ver las redes neuronales convolucionales atencionales o Attentional Convolutional Neural
Networks, que son una variante de las CNN que utilizan una función de atención interna para asignar pesos a las
características de la imagen, lo que les permite enfocarse en regiones específicas de la imagen de entrada y reducir
el ruido en las características menos relevantes. Ademas de las redes neuronales convolucionales deformables o
Deformable Convolutional Neural Networks, que son una variante de las CNN que utilizan módulos de deforma-
ción que permiten que la rejilla de convolución se ajuste deformando las operaciones convolucionales en función
de la información de la imagen de entrada a diferencia de las CNN convencionales, que aplican convoluciones
rígidas a una rejilla regular de píxeles.

4.3.4. Redes neuronales recurrentes convolucionales
Las redes neuronales recurrentes convolucionales son un tipo de algoritmo de aprendizaje profundo que ha

revolucionado el campo de la inteligencia artificial en los últimos años. Estas redes se construyen con una secuencia
de capas de convolución y pooling que procesan los datos de imagen, seguidas de una o más capas de RNN que
procesan las secuencias de datos. Este tipo de redes que combinan características de redes CNN y RNN se conocen
comúnmente como redes neuronales híbridas o mixtas. En general, todos estos términos se refieren a la misma idea
de combinar diferentes tipos de redes neuronales para obtener modelos más complejos y potentes.

Las redes CNN se caracterizan por su capacidad para extraer características de imágenes y utilizarlas para
realizar inferencias. Esto se logra mediante el uso de capas de convolución, que son capas especiales diseñadas
para extraer patrones de características de las imágenes de entrada. Las redes RNN, por su parte, son adecuadas
para trabajar con secuencias de datos de cualquier tipo y se caracterizan por su capacidad de recordar información
a largo plazo. Esto se logra mediante el uso de unidades recurrentes, que son capas especiales que permiten que la
red mantenga un estado interno que le permite recordar información a largo plazo.

Al combinar estas dos arquitecturas, es posible obtener modelos que sean capaces de extraer características de
imágenes y utilizarlas para realizar inferencias sobre secuencias de datos. Estos modelos combinados se utilizan
comúnmente en tareas que requieren la comprensión de contexto y la dependencia temporal, como la generación
de texto a partir de imágenes o el procesamiento de audio y video.

Existen diferentes tipos de redes que combinan las características de las redes CNN y RNN capaces de procesar
tanto datos de imagen como secuencias de datos. Algunos de los tipos más comunes son las redes neuronales
convolucionales con capas GRU (C-GRU), las redes neuronales convolucionales con capas LSTM (C-LSTM) y las
redes neuronales convolucionales con capas LSTM bidireccionales (C-BiLSTM).

Las C-GRU constan de una secuencia de capas de convolución y pooling que procesan los datos de imagen,
seguidas de una o más capas RNN con celdas GRU que procesan las secuencias de datos. Mientas que las C-
LSTM en vez de utilizar celdas GRU usa celdas LSTM y las C-BiLSTM utiliza celdas BiLSTM en las que a
diferencia de la celda LSTM se toma en cuenta tanto las secuencias de datos en el orden original como en el orden
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inverso, procesando la secuencia de entrada en ambas direcciones, lo que puede mejorar su capacidad para realizar
inferencias sobre la secuencia.
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Additional
Char Features
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Convolution

Max

CNN-extracted
Char features

(a) La red neuronal convolucional extrae las características de los caracte-
res de cada palabra. El character embedding y (opcionalmente) el vector
de características del tipo de carácter se calculan a través de tablas de
búsqueda. Luego, se concatenan y pasan a la CNN.
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(b) Red C-BiLSTM desenrollada.

Figura 4.15: El C-BiLSTM (desenrollado) para etiquetar entidades con nombre. Múltiples tablas buscan vectores de características
a nivel de palabra. La CNN extrae un vector de características de longitud fija de las características a nivel de carácter. Para cada
palabra, estos vectores se concatenan y alimentan a la red BiLSTM y luego a las capas de salida [264].

4.3.5. Transformers

El transformer es un modelo de aprendizaje profundo desarrollado en 2017 por el grupo de investigación en
aprendizaje automático de Google Research. Se caracteriza por utilizar una estructura de atención y ha demostrado
buen rendimiento en tareas de procesamiento del lenguaje natural, como la traducción automática o la generación
de texto.

Una de las principales ventajas de la arquitectura transformer es que permite a la red procesar secuencias de
entrada en paralelo, lo que reduce el tiempo de entrenamiento y mejora el rendimiento en comparación con las
arquitecturas RNN que procesan secuencias de entrada de manera secuencial. Además, la estructura de atención
utilizada en la arquitectura transformer permite que la red tenga una memoria a largo plazo y sea capaz de realizar
inferencias sobre secuencias de entrada de longitud variable.

Recientemente se han aplicado a la visión por computadora, sustituyendo las convoluciones, por una combi-
nación de capas de atención y capas completamente conectadas para procesar las imágenes. En tareas de visión
por computadora como la clasificación de imágenes y la detección de objetos han demostrado ser muy eficaces, ya
que al basarse en la atención, permite a la red centrarse en partes específicas de la entrada para realizar una tarea
determinada. Además, los transformadores son capaces de manejar entradas de longitud variable, lo que los hace
ideales para tareas como el procesamiento de videos.

Un ejemplo es la arquitectura Swin Transformer (Swin-T) que es una versión mejorada del Vision Transformer
(ViT) y utiliza una auto-atención multi-cabeza basada en ventanas (W-MSA) y una auto-atención multi-cabeza
basada en ventanas desplazadas (SW-MSA) en lugar de las convoluciones tradicionales. Ademas utiliza capas de
normalización (LN) para mejorar la eficiencia de las capas de auto-atención multi-cabeza (MSA).
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Figura 4.16: Modelo Transformer junto con dos bloques de Transformers utilizados en visión por computadora.

4.3.6. Autoencoders y modelos generativos
Los autoencoders (AE) aprenden a reconstruir sus propias entradas, de esta forma, la red neuronal puede

extraer características relevantes de los datos y comprimirlos en una representación compacta y eficiente de los
datos con menor dimensión. Esta representación se llama código latente y puede ser utilizada para generar nuevos
datos similares a los originales. Estos modelos constan de dos partes: un encoder que codifica los datos de entrada
en una representación compacta, y un decoder que decodifica la representación compacta en datos de salida.
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(a) Arquitectura básica de un autoencoder [267].

Codificador Decodificador

Entrada Entrada 
reconstruida

Vector
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(b) Diagrama de bloques de un autoencoder [251].

Figura 4.17: Autoencoder.

Este tipo de redes se entrenan utilizando una técnica de aprendizaje no supervisado, lo que significa que no se
proporciona ninguna etiqueta de clase o información de salida deseada. En su lugar, se utiliza la función de pérdida
de la Ecuación 4.38 que mide la similitud entre los datos de entrada y salida para guiar el proceso de entrenamiento.

Pérdida = ‖x− x̂‖2 = ‖x− dφ(z)‖2 = ‖x− dφ(eθ(x))‖2 (4.38)
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Comúnmente se utilizan para tareas de reducción de dimensionalidad y extracción de características, y pueden
ser utilizados como piezas fundamentales en otros tipos de modelos de redes neuronales. Hay varios tipos de
autoencoders, incluyendo los autoencoders lineales, los autoencoders esparcidos, los autoencoders denoising, los
autoencoders variacionales y los autoencoders adversariales. Cada tipo de autoencoder tiene una arquitectura
diferente y se utiliza para diferentes aplicaciones.

Los autoencoders lineales son el tipo más simple de autoencoder y se utilizan para la reducción de la di-
mensionalidad. Los autoencoders esparcidos son una variante de los autoencoders lineales que se utilizan para la
reducción de la dimensionalidad en datos dispersos. Los autoencoders denoising son una variante de los autoen-
coders que se utilizan para eliminar el ruido de los datos. Los autoencoders variacionales (VAE) son una variante
de los autoencoders que se utilizan para generar nuevos datos a partir de un conjunto existente, utilizando técni-
cas de inferencia bayesiana. Los autoencoders adversariales (AAE) son una técnica de aprendizaje profundo que
combina los autoencoders con las redes generativas adversarias (GAN) [268] y se utilizan en aplicaciones como la
clasificación semisupervisada, la reducción de la dimensionalidad y la visualización de datos.

Los modelos generativos son una clase de modelos que se utilizan para generar datos nuevos a partir de un
conjunto de datos existente. Estos modelos permiten a una máquina “aprender” los patrones que existen en los
datos con los que son entrenados y a partir de dicho aprendizaje, son capaces de generar datos similares que en
algunos casos pueden ser casi tan “reales” como los que se utilizaron inicialmente para su entrenamiento. Por
ejemplo, un modelo generativo podría crear nuevas imágenes de rostros humanos o nuevos textos a partir de un
corpus. Una forma de crear modelos generativos es utilizando autoencoders. Para ello, se entrena un autoencoder
con los datos de interés y luego se utiliza el código latente como entrada para generar nuevos datos. El código
latente puede ser modificado o muestreado aleatoriamente para obtener diferentes resultados.

Los VAE son el modelo generativo más común desarrollado a partir del AE y utilizan una función de pérdida
más compleja que los AE. En este caso hay la función de pérdida es la suma de la pérdida de reconstrucción y
la pérdida de similitud. La pérdida de reconstrucción que vemos en la Ecuación 4.39 mide la diferencia entre la
entrada original y la salida reconstruida del VAE, donde ε ∼ N (0, I). La pérdida de similitud mide la similitud entre
la distribución latente de la entrada original y la distribución latente de la salida reconstruida del VAE mediante la
divergencia KL expresada con la formulaDKL(N (µx, σx)‖N (0, I))) para asegurarse de que ambas distribuciones
sean similares.

Pérdida de reconstrucción = ‖x− x̂‖2 = ‖x− dφ(z)‖2 = ‖x− dφ(µx + σxε)‖2 (4.39)
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(a) Diagrama de bloques de un autoencoder variacional [251].
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(b) Composición de una redes generativa adversaria (GAN) [47].

Figura 4.18: Redes generativas más importantes.

Las redes neuronales generativas adversarias (GAN) [268] son un tipo de red neuronal que consta de dos
partes: un generador y un discriminador. El generador toma un conjunto de números aleatorios como entrada y
genera datos sintéticos que se parecen a los datos reales. El discriminador, por otro lado, toma datos reales y
sintéticos como entrada y trata de distinguir entre ellos. El objetivo del generador es engañar al discriminador para
que crea que los datos sintéticos son reales. A diferencia de los VAE, las GAN no requieren una función de pérdida
explícita y pueden generar muestras más realistas.
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4.3.7. Aprendizaje por transferencia
El aprendizaje por transferencia o transfer learning (TL) es una técnica de aprendizaje automático que se

utiliza para transferir el conocimiento de un sistema de aprendizaje a otro. Habitualmente una red neuronal ya
pre-entrenada con una gran cantidad de datos que es capaz de resolver un determinado problema transfiere dicho
conocimiento a otra red neuronal que busca resolver otro problema diferente pero relacionado para mejorar el
rendimiento en dicha tarea.

Enfoque tradicional

Conjunto de datos 1

Enfoque con transferencia de aprendizaje

Conjunto de datos 1 Conjunto de datos 2Conjunto de datos 2

Sistema de aprendizaje 2Sistema de aprendizaje 1

Conocimiento

Sistema de aprendizaje 1 Sistema de aprendizaje 2

Figura 4.19: Enfoque tradicional vs. enfoque de Transfer Learning.

Es una técnica muy útil cuando se dispone de pocos datos para entrenar un modelo desde cero, y en tareas
de visión por computadora y procesamiento de lenguaje natural como el análisis de sentimientos debido a la gran
cantidad de potencia computacional requerida. Por lo que ha tenido un gran éxito con el crecimiento del deep
learning, ya que en lugar de necesitar entrenar una red neuronal desde cero, que implica precisar de una gran
cantidad de datos y requerir mucho tiempo (días o semanas) de computación para entrenar, mediante el TL se
puede partir desde una red pre-entrenada.

Según el dominio, la tarea y los datos que tengamos, podemos aplicar diferentes estrategias y técnicas de TL.
Estas se pueden agrupar en tres categorías, según los algoritmos tradicionales de ML que se usen:

Transferencia de aprendizaje inductiva (inductive TL): utilizando un modelo pre-entrenado en un campo
similar pero para una tarea diferente como punto de partida y ajustándolo para adaptarse a la nueva tarea.
Por ejemplo, un modelo entrenado para reconocer animales en imágenes se podría utilizar como punto de
partida para entrenar un modelo para reconocer perros en imágenes.

Transferencia de aprendizaje no supervisado (unsupervised TL): utilizando un modelo pre-entrenado en un
campo similar pero para una tarea diferente, sin necesidad de datos etiquetados, para entrenar un modelo
y posteriormente ajustalo para la tarea de interés. Por ejemplo, el Self-taught clustering es un método que
permite realizar el clustering de pequeñas colecciones de datos objetivo no etiquetados, con la ayuda de una
gran cantidad de datos fuente no etiquetados.

Transferencia de aprendizaje transductivo (transductive TL): utilizando un modelo pre-entrenado en un cam-
po similar pero para una tarea diferente en términos de datos o de distribuciones de probabilidad marginales.
En lugar de ajustar el modelo previo para la tarea de interés, se utiliza para mejorar el modelo proporcionan-
do información adicional en una tarea específica. Por ejemplo, un modelo previamente entrenado y testeado
en una tarea de etiquetado morfosintáctico de palabras o etiquetado gramatical (POS Tagger) con datos
de actualidad como los del Wall Street Journal se podría adaptar a datos extraídos de redes sociales, cuyo
contenido es diferente pero se asemeja al de los periódicos.

De la pregunta “¿qué transferir?” y las técnicas que se han mencionado antes, se derivan cuatro enfoques.
Estos enfoques nos ayudan a analizar los aspectos específicos de cada problema y a usar las metodologías más
apropiadas:
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Transferencia de instancia: utilizando ejemplos específicos de la tarea fuente para entrenar un modelo para
una tarea relacionada. Es decir, se utilizan instancias o ejemplos de un conjunto de datos para entrenar un
modelo para otra tarea relacionada. Este enfoque puede ser útil cuando hay una superposición significativa
entre las características de la tarea de origen y las de la tarea de destino.

Transferencia de representación de características: extrayendo características relevantes de la tarea fuente y
transfiriéndolas al modelo para la tarea objetivo. Por lo tanto, el modelo de la tarea de destino aprende de
las características importantes que se han extraído previamente en la tarea de origen. Este enfoque puede ser
útil cuando las características importantes de la tarea de origen son relevantes para la tarea de destino.

Transferencia de parámetros: transfiriendo los parámetros de un modelo pre-entrenado de la tarea fuente
al modelo para la tarea objetivo. Los parámetros e hiperparámetros de los modelos incluyen pesos de las
capas de una red neuronal, vectores de soporte en SVM, etc. Si las tareas son similares, es probable que los
parámetros del modelo de origen sean útiles en el modelo de destino.

Transferencia de conocimiento relacional: transfiriendo el conocimiento relacionado con las relaciones entre
instancias en la tarea fuente a la tarea objetivo. Por ejemplo, si el conocimiento adquirido en la tarea de
origen incluye información sobre la relación entre diferentes objetos, esta información se puede transferir a
la tarea de destino para ayudar al modelo a aprender las relaciones relevantes.

Cuando se utiliza un modelo pre-entrenado, el primer paso es quitar el clasificador que tiene por defecto.
Después se le añade uno nuevo que se ajuste a los objetivos propios, y por último se hacen ajustes siguiendo una
de estas estrategias:

Estrategia 1
Entrenar todo 

el modelo

Estrategia 2
Entrenar algunas capas 

y dejar las otras congeladas

Estrategia 3
Congelar la base 

convolucional

Entrada Entrada Entrada

Leyenda:

Congelado

Entrenado

Predicción Predicción Predicción

Figura 4.20: Estrategias de ajuste para modelos pre-entrenados de CNN mediante transfer learning [269].

Estrategia 1: El modelo completo se somete a entrenamiento. Se emplea la misma arquitectura que el modelo
pre-entrenado y se entrena con su conjunto de datos. El modelo parte de cero, así que hará falta un conjunto
de datos amplio y mucha capacidad de cómputo.
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Estrategia 2: En lugar de entrenar toda la red, se realiza un ajuste fino (fine tuning). En este proceso los pesos
de las capas inferiores que captan características generales se congelan y solo se ajustan los pesos de las
capas superiores que características específicas para adaptarse a la nueva tarea. Por lo general, si los datos
son pocos y los parámetros muchos, se congelan más capas, aunque si los datos son muchos y los parámetros
pocos, se pueden entrenar más capas para la nueva tarea.

Estrategia 3: Un extremo del balance entrenamiento/congelación denominado extracción de características
(feature extraction) es el caso de mantener la base convolucional intacta con los pesos ya optimizados. La
idea principal es usar la base convolucional tal como está para extraer características interesantes de nuevos
datos que serán procesadas a través de un nuevo clasificador entrenado desde cero. Esta técnica puede ser
útil si se tiene poca capacidad de cómputo, el conjunto de datos es pequeño y/o el problema que se quiere
resolver es muy parecido al que resuelve el modelo pre-entrenado.

Finalmente podemos ver que hay dos enfoques posibles para abordar el aprendizaje por transferencia en el
aprendizaje profundo, el enfoque de modelado y el enfoque pre-entrenado. El enfoque de modelado implica desa-
rrollar un modelo para resolver una tarea y luego reutilizarlo para resolver otra tarea relacionada, mientras que el
enfoque pre-entrenado implica utilizar un modelo previamente entrenado y adaptarlo a la tarea en cuestión. Ambos
enfoques pueden ser efectivos según las circunstancias y los datos disponibles.

En el caso de elegir el enfoque pre-entrenado para el reconocimiento y clasificación de imágenes, se pueden
utilizar modelos como VGG, ResNet e Inception [270]. Mientras que para audio, se puede utilizar una red neuronal
pre-entrenada en la tarea de clasificación de audio como VGGish [271].
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ESTADO DEL ARTE

5.1. Detección de tos utilizando smartphones

Los sistemas actuales utilizados para monitorizar la tos procesan la señal de audio mediante algoritmos de
inteligencia artificial basados generalmente en el análisis de características extraídas de ventanas de señal. Existen
propuestas que presentan valores aceptables de sensibilidad y especificidad [13], [272]-[274] en la detección. La
mayor parte de estos sistemas implementan un módulo de reconocimiento de patrones que clasifica una serie de
características en el dominio temporal y/o espectral extraídas de señales de audio. Entre los conjuntos de caracte-
rísticas más comunes se encuentran aquéllos típicamente utilizados en análisis de señales de voz como los MFCC
(Mel Frequency Cepstral Coefficients) [275] y los GTCC (GammaTone Cepstral Coefficients) [276]. Estos coefi-
cientes espectrales se basan en un análisis logarítmico del espectro de la señal para emular el funcionamiento del
sistema auditivo humano.

La mayoría de los detectores de tos propuestos adolecen de algunas limitaciones que los hacen inadecuados
para la monitorización en situaciones de la vida real. Algunos se basan en complejos sistemas de grabación (mi-
crófonos de bajo ruido, preamplificadores, etc.) y sólo se han probado en entornos tranquilos y controlados [274].
Otros se centran en una población muy específica [277], [278] (bebés, pacientes con una patología, etc.) y, por tan-
to, presentan falta de generalización. Por otra parte, algunos métodos fueron concebidos para resolver un problema
más amplio que la detección de la tos [279] y no logran un rendimiento óptimo. Por último, algunos enfoques no
se han diseñado con la eficiencia en mente (grandes conjuntos de características o muchos clasificadores [280]
algoritmos iterativos [281], etc.) y pueden no ser aconsejables en situaciones de tiempo real. Además de las li-
mitaciones mencionadas, estos sistemas a medida pueden considerarse caros e incómodos (es decir, no se pueden
llevar durante la actividad diaria) en un momento en que la telemedicina se ha orientado hacia sensores genéricos
genéricos y fácilmente disponibles.

Los avances en la tecnología de teléfonos inteligentes o smartphones permitirían, emplear estos dispositivos
de uso diario como sistemas inteligentes para la monitorización de la tos, ya que llevan incorporados una serie de
sensores capaces de capturar los sonidos correspondientes a eventos de tos y los movimientos relacionados con
ella. Además, la capacidad computacional de estos dispositivos es cada vez mayor y, al mismo tiempo, cuentan con
conectividad en tiempo real para descargar operaciones complejas a sistemas de mayor rendimiento. Las soluciones
mhealth (aplicaciones móviles para la salud) ya exploradas para la detección y el análisis de tos no permiten su uso
en tiempo real para monitorización. Algunas, como [22], o las concebidas a partir de los trabajos en [282]-[284]
(ver [285]) funcionan de forma que el usuario ha de sostener el dispositivo, ejecutar la app y toser de forma que el
móvil sólo adquiera el sonido de la tos con bajo nivel de ruido ambiente. Si el usuario pudiese llevar el dispositivo
en el bolsillo o bolso de mano, con la app funcionando en segundo plano con funcionalidad total, el impacto en su
vida diaria sería mínimo, reduciendo la percepción que el paciente pudiera tener de la medicalización de su vida.
Una solución de este tipo involucra retos importantes a la hora de aprovechar la funcionalidad de los smartphones
para su uso como dispositivos médicos [286]:

El primer reto reside en la necesidad de realizar la detección y el análisis de audio en entornos en los que el
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ruido de fondo es alto, ya sea por el propio ruido ambiente, o incluso por el roce de la tela del bolsillo o el
bolso con el micrófono, que produciría un ruido de fricción de más potencia que la señal de interés.

El segundo se relaciona con la necesidad de mantener el resto de funcionalidades del dispositivo sin que
la aplicación de monitorización las comprometa. En este sentido, ningún usuario va a querer utilizar una
aplicación que reduzca la vida útil de la batería a 2 o 3 horas. La complejidad de las operaciones necesarias
para la detección y el análisis de la tos debe por tanto ser tenida en cuenta.

Las primeras propuestas basadas en técnicas de aprendizaje profundo o deep learning aplicadas al problema
de la detección de tos realizan extracción automática de características mediante redes neuronales convolucionales
(CNN) [287], [288] y recurrentes (RNN) [288] profundas, si bien el punto de partida es generalmente la repre-
sentación 2D en tiempo-frecuencia de las señales de audio, bien de forma directa o transformada a un espacio de
coeficientes perceptivos como los MFCCs. Los resultados de estos trabajos resultaron prometedores y en muchos
casos superaban a métodos clásicos en los que el conjunto de características estaba predefinido. Sin embargo, tal
y como demostraron en [31], estas técnicas presentan un problema de generalización motivado en parte por la ne-
cesidad de bases de datos de gran tamaño para su entrenamiento. Además, la complejidad de este tipo de sistemas
es bastante grande, existiendo numerosas posibilidades de optimización para estas redes que pueden aprovecharse
de cara a hacer el análisis en tiempo real en el smartphone viable sin consumir la batería en pocas horas. En la
mayoría de los casos estos métodos requieren utilizar GPUs para desplegarlos. En el caso de los más modernos
smartphones es posible utilizar su GPU, pero con consumos muy elevados, por lo que la optimización en este caso
resulta más importante si cabe.

En los dos últimos años, ha habido una explosión del uso de métodos basados en deep learning para resolver
el problema de la detección de tos y su análisis con fines diagnósticos [289]-[291]. Esto se ha debido fundamental-
mente a la necesidad de contar con herramientas diagnósticas y de cribado útiles para la COVID-19. Los métodos
presentados hasta la fecha presentan en general buenos resultados, tanto a nivel de detección [289], [290], como
de diagnóstico de patologías, en particular para la COVID-19 [290], [291]. Una de las razones de estos buenos re-
sultados es la disponibilidad de bases de datos de sonidos de tos de gran tamaño y diversidad que se han adquirido
de forma colaborativa crowd-sourcing durante la pandemia. Ejemplos de estas bases de datos son [292]-[294], que
cuentan con toses voluntarias forzadas de pacientes con COVID-19 y otras patologías diferentes, además de toses
no asociadas a patología específica (tabaquismo). Sin embargo, la aplicabilidad de los métodos entrenados con
este tipo de bases de datos al contexto de la monitorización continua con alto ruido de fondo no es inmediata. Es
necesario tener en cuenta que existen grandes diferencias entre los patrones de sonido de las toses espontáneas y
las forzadas. Además, el entorno de grabación de las bases de datos colaborativas da lugar generalmente a sonidos
limpios, sin la contaminación ruidosa que se espera de un smartphone transportado en el bolsillo o bolso de mano.

En el caso particular de detección de tos, además de los ya mencionados [287], [288], destacan los trabajos
presentado recientemente en [289], [290]. En [289] se propone el uso de una red mixta C-BiLSTM que emplea
capas convolucionales y BiLSTM (Bidirectional Long Short Term Memory) para procesar patrones MFCC nor-
malizados, consiguiendo una sensibilidad en detección del 84 % con alta especificidad (99 %). En este caso, la
evaluación del método se realiza sobre una base de datos realista con alta contaminación acústica. Sin embargo, el
hecho de contar con un conjunto desbalanceado de patrones (muchos más sonidos correspondientes a eventos que
no corresponden a episodios de tos), hace que el valor positivo predictivo del sistema sea claramente mejorable.
En [290] se utiliza la red YAMNet [295] de clasificación de audio sobre MobileNet [227] para la detección de
eventos de tos a partir de ventanas tiempo-frecuencia sobre patrones MFCC en escala logarítmica. La evaluación
sin embargo se realiza sobre bases de datos colaborativas con toses voluntarias sin apenas contaminación acústica,
reportándose únicamente resultados sobre diagnóstico COVID-19.

5.1.1. Evaluación en un entorno real de una aplicación de monitorización de tos entre-
nable para teléfonos inteligentes

En septiembre de 2019, Carlos Hoyos-Barceló y colaboradores [296], presentamos SmartCough [297]-[299],
una aplicación de M-health para teléfonos inteligentes Android que monitoriza las tendencias de tos en pacientes
con enfermedades respiratorias. La aplicación está diseñada para optimizar eficientemente el uso de la batería,
funcionar con rapidez y ser robusta frente al ruido. Se basa en algoritmos de aprendizaje automático implementados

62 Diego Pérez Alonso



5.2. Segmentación del audio de la tos con machine hearing

de manera eficiente y ha sido validada en condiciones de laboratorio. Sin embargo, en una situación real en la que
el usuario lleva el teléfono en el bolsillo o en el bolso rara vez se cumplen las condiciones de laboratorio. Por lo
tanto, la aplicación cuenta con un módulo de auto-formación que permite una fácil adaptación a nuevos entornos.

SmartCough primero realiza un preporcesado de la señal en el que el audio del micrófono es dividido en
tramas de 50 ms con una superposición de 25 ms y luego se calcula su espectrograma. Con el objetivo de mejorar
la eficiencia, se aplica un filtro para detectar y descartar fragmentos de datos sin incidentes. Este filtro se basa en
un umbral mínimo de energía y se ajusta de manera dinámica en función de la energía del ruido de fondo, con el
objetivo de adaptarse rápidamente a entornos cambiantes.

En la extracción de características, para cada espectrograma, se calculan de manera eficiente un conjunto de
características basadas en momentos de imagen que se utilizan para identificar ventanas de tos [300]. Para la
clasificación, se utiliza un clasificador K-NN eficiente para detectar eventos de tos [301]. La elección de K-NN
permite que el sistema aprenda agregando nuevas muestras a la base de datos.

La eficiencia es de capital importancia por este motivo el clasificador K-NN es un motor de aprendizaje auto-
mático optimizado para la detección de tos que podría funcionar en tiempo real incluso en dispositivos de gama
baja [301] y la extracción de características fue optimizada en [300] para hacer que la aplicación sea compatible
con la batería a fin de admitir más de tres días de operación continua. De forma que para la implementación en la
vida real no se agote la batería del dispositivo demasiado rápido para un uso práctico y pueda procesar los eventos
de tos en el momento en que ocurren.

La base de datos de prueba está compuesta por grabaciones de audio de más de 24 horas de 20 pacientes
con diferentes afecciones respiratorias. Se utilizó un dispositivo Android Sony Xperia Z2 para recopilar los datos,
almacenando los archivos en formato WAV de 16 bits a 44,1 kHz. Los pacientes fueron instruidos para llevar el
dispositivo dentro de sus bolsillos o bolsos durante un día completo y llevar a cabo sus actividades cotidianas, con
el fin de obtener muestras de entornos reales y ruidosos que son hostiles a la detección de la tos.

Mediante la herramienta de software Praat [43] creamos un archivo de subtítulos para etiquetar manualmente
los sonidos de tos, usamos este archivo de subtítulos y Praat para crear clips de audio separados para cada evento
de sonido. Luego pasamos los clips de audio a nuestra aplicación para probar el detector de tos, entrenado con
su base de datos predeterminada, y calculamos la sensibilidad y la tasa de falsos positivos(FPR), medido como
falsos positivos por hora. La base de datos predeterminada se compone de datos de pacientes de nuestra validación
interior anterior [29], aumentada con una colección de clips de audio SFX de Youtube de fuentes comunes de
ruido.

Cabe destacar que previamente, se evaluaron los algoritmos implementados en SmartCough en una base de
datos sintética [302] y se obtuvo un buen desempeño en una variedad de condiciones de ruido. Posteriormente,
se entrenó el sistema con una base de datos de pacientes reales registrados en un entorno clínico, también con
buenos resultados en la evaluación [29]. Finalmente en este estudio, los investigadores evaluamos la aplicación
con pacientes reales en un entorno al aire libre para probar el rendimiento en entornos reales que son hostiles a la
detección de tos.

Los resultados mostraron que la sensibilidad promedio obtenida en condiciones de laboratorio cae significa-
tivamente (hasta un 60 %) cuando se utiliza la configuración de línea base. Sin embargo, al activar el módulo de
auto-formación integrado, la sensibilidad media aumenta al 85,87 % después de un pequeño paso de formación,
con una tasa limitada de falsos positivos (FPR). El rendimiento alcanzado es análogo al obtenido en condiciones
de laboratorio, lo que hace que la aplicación sea adecuada para su uso en escenarios de la vida real.

5.2. Segmentación del audio de la tos con machine hearing

En esta sección se presenta una descripción de los motores de reconocimiento de patrones recientes para la
detección de tos basados en grabaciones de audio. Dicha descripción para entender su funcionamiento incluye
módulos como los de preprocesamiento, diseño de características, esquema de clasificación y posprocesamiento.
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5.2.1. El conjunto de datos de crowdsourcing de COUGHVID, un corpus para el estudio
de algoritmos de análisis de tos a gran escala

En junio de 2021, Lara Orlandic y colaboradores [2], presentan el conjunto de datos de COUGHVID que
proporciona más de 25 000 grabaciones de tos [303], en el que, cuatro médicos experimentados etiquetaron más
de 2.800 grabaciones para diagnosticar anomalías médicas presentes en la tos. Además aportaron su algoritmo de
detección de tos de código abierto.

Todas las grabaciones fueron recopiladas entre el 1 de abril y el 1 de diciembre de 2020 a través de una apli-
cación web desplegada en un servidor privado ubicado en las instalaciones de la École Polytechnique Fédérale de
Lausanne (EPFL), Suiza. A través del micrófono se comienza una grabación de audio de hasta 10 segundos, una
vez que se completa la grabación de audio, se muestra un pequeño cuestionario para obtener algunos metadatos
sobre la edad, el género y la condición actual del usuario. Pero incluso si el cuestionario no se completa, el audio
se envía al servidor. Asimismo, se solicita al usuario permiso para proporcionar su información de geolocaliza-
ción, la cual no es obligatoria. Cada usuario que cargó su sonido de tos en el conjunto de datos de COUGHVID
presumiblemente usó un dispositivo diferente, lo que podría introducir una variación en la calidad de la grabación
debido a los diferentes hardware y software de grabación de cada dispositivo.

Hubo un poco más de participantes masculinos que femeninos (66,0 % y 33,5 %,respectivamente), y la mayoría
de los participantes no tenían afecciones respiratorias preexistentes (83,6 %). Los porcentajes de participantes
sanos, sintomáticos de COVID-19 y positivos de COVID-19 fueron del 78 %, 16,1 % y 5,8 %, respectivamente. La
edad promedio de las grabaciones fue de 36,5 años con una desviación estándar de 13,9 años.

Primero seleccionaron al azar un conjunto de 215 grabaciones de la base de datos. Este proceso dio como
resultado una muestra casi equilibrada de 121 sonidos de tos y 94 sonidos que no son de tos, incluidos el habla,
la risa, el silencio y varios ruidos de fondo. Estas grabaciones fueron preprocesadas primero por un filtrado de
paso bajo de frecuencia de corte 6 kHz, para posteriormente diezmar la resolución a 12 kHz. A continuación,
se extrajeron de cada grabación 68 características de audio comúnmente utilizadas para la clasificación de la tos
[304], siendo estas, 26 características MFCC [305], 19 características Energy Envelope Peak Detection (EEPD)
[306], 8 características Power Spectral Density (PSD) [31] y 15 características descritas por Pramono y Sharma
[305], [307].

Desarrollaron un clasificador Extreme Gradient Boosting (XGBoost) [308] para realizar la clasificación de
tos basada en características de audio. Con el fin de evaluar el rendimiento del modelo en varios conjuntos de
participantes de prueba y entrenamiento, empleamos un procedimiento de Cross-Validation (CV) de k-fold anidado
[309], [310]. En primer lugar, el conjunto de datos se dividió en 10 segmentos, cada uno con el mismo número de
registros, denominados “folds CV externos”. En cada fold exterior, se usó un segmento para prueba y el resto para
entrenamiento. Luego, dentro de cada fold de CV externo, los hiperparámetros XGBoost se ajustaron utilizando
Estimadores Parzen estructurados en árbol (TPE) [311].

TPE funciona dividiendo aún más los datos de entrenamiento en 10 segmentos, conocidos como “folds CV
internos”, y luego determina qué conjunto de hiperparámetros exhibe la precisión media más alta en los 10 folds.
Después de cada procedimiento de TPE, probaron el modelo XGBoost ajustado utilizando los datos de prueba
de su respectivo fold de CV externo y calcularon varias métricas de precisión. Luego promediaron cada métrica
de precisión en los 10 folds CV externos. Podemos ver que este clasificador de tos muestra un AUC medio del
96,4 %±3,3 %, lo que indica que el modelo funciona bien y muestra poca variación entre los diferentes grupos de
prueba.

Para desarrollar el modelo utilizable final, volvieron a ensamblar todo el conjunto de datos y seleccionaron
aleatoriamente el 22 % de las grabaciones para evaluar las capacidades de generalización de nuestro modelo para
participantes de prueba invisibles. El 78 % restante de los datos se usó para entrenar el clasificador XGBoost final y
determinar un conjunto final de hiperparámetros usando el procedimiento de validación cruzada TPE mencionado
anteriormente, esta vez usando un ShuffleSplit CV [312] basado en una permutación aleatoria de 5 veces. El modelo
final muestra una precisión del 95,5 % y una sensibilidad del 80,8 %, lo que indica que el modelo elimina con éxito
la mayoría de las grabaciones sin tos y mantiene más del 80 % de las grabaciones que realmente contienen tos.
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5.2.2. Detección automática de tos a partir de grabaciones de audio realistas utilizando
C-BiLSTM con regresión de límites

En febrero de 2022, Mingyu You y colaboradores [289], presentaron un modelo de memoria a largo plazo
bidireccional convolucional profundo (C-BiLSTM) con regresión de límites para la detección de tos, donde las
partes con y sin tos deben clasificarse y ubicarse. La CNN analiza el espectro de audio, mientras que la BiLSTM
predice el frame actual haciendo referencia a los frames adyacentes.

Diseñaron, recopilaron y etiquetaron un conjunto de datos de audio realista que contiene grabaciones de pa-
cientes con enfermedades respiratorias, llamado Corp Dataset que se publica en línea en el sitio web de MARI Lab
[313]. Se incluyen 168 horas de registros con 9969 toses de 42 pacientes diferentes en el hospital de Tongji, China.

Los datos de audio se graban a una frecuencia de muestreo de 44,1 kHz y una tasa de bits de 192 kbps. En el
preprocesamiento, el segmento de audio se reduce a 16 kHz. Con ventanas Hamming de 25 ms y superposición
de 15 ms, cada segmento de audio de 10 segundos se divide en 998 frames. Luego, se calculan las características
MFCC [314]-[316] de 13 dimensiones y las derivadas temporales primera y segunda correspondientes.

Las características de audio extraídas de un segmento de 10 segundos se transforman en un espectrograma,
que se normaliza y se alimenta a la red profunda C-BiLSTM que contiene una capa de normalización, 5 capas
convolucionales y 2 capas BiLSTM. Las dos primeras capas convolucionales tiene 64 núcleos convolucionales,
cada uno con el tamaño de 7x1, 7 en el eje temporal y 1 en el eje de características, y las 3 últimas tiene 128
núcleos convolucionales, cada uno con el tamaño de 3x1. Usan relleno a lo largo del eje temporal y establecen
el paso en 1 para mantener la longitud del mapa de características sin cambios. La red se entrena utilizando el
algoritmo de optimización de Adam con una tasa de aprendizaje inicial de 0,001 y un tamaño de lote de 128.

La red de detección finalmente genera la probabilidad de que cada frame pertenezca a un evento de tos mediante
el clasificador de puntuación de extremo a extremo. La regresión de límites, como la otra rama de la red, predice
límites de tos para cada frame para ubicar con precisión los eventos de tos en el mapa de características de la última
capa de la red C-BiLSTM.

Este experimento que utiliza C-BiLSTM con regresión de límitesse se ejecuta 3 veces con datos de prueba no
superpuestos de 10 pacientes. Para evitar la fuga de información, los datos de prueba se obtienen de 30 pacientes
de los 42 pacientes totales. Finalmente, se informan los resultados de prueba promediados de tres ejecuciones para
cada experimento.

Los resultados muestran que el sistema con el método de regresión de límites alcanza una sensibilidad del
84,13 %, una especificidad del 99,82 % y una intersección sobre unión (IoU) de 0,89, significativamente superior
a otros modelos relacionados.

5.2.3. Hacia la detección de tos móvil independiente del dispositivo con redes neuronales
convolucionales

En junio de 2019, Filipe Barata y colaboradores [24], proponen una arquitectura de red neuronal convolucional
eficiente y un clasificador basado en conjuntos para reducir la discrepancia entre dispositivos.

En general, se reclutaron 43 participantes sanos (31 mujeres, 12 hombres). Su edad osciló entre 18 y 45 años
con un valor medio de 26 (SD: 6). Esto dio como resultado un total de 6737 tos, 3985 risas, 3695 carraspeo, 731
habla y 443 señales de audio de expiración forzada, obteniendo así algunos sonidos identificados en la literatura
como ejemplos típicos de sonidos que se confunden con la tos [273], [288].

La configuración del laboratorio siguió una configuración similar ala de [273], donde una persona está sentada
(en un ambiente tranquilo) en una mesa en la que se coloca el dispositivo de grabación. Los dispositivos se colo-
caron sobre la mesa, una vez directamente frente a la silla y una vez desplazados hacia la izquierda 1 m, con una
distancia silla-mesa de 15 cm. Los datos recopilados en un entorno de laboratorio siguieron el protocolo de estudio
descrito en [317]. Los participantes recibieron instrucciones de toser voluntariamente 20 veces a dos distancias
diferentes mientras cinco dispositivos diferentes grababan audio: HTC M8, Samsung S6, Apple iPhone4, tableta
Google Nexus 7 y un micrófono de estudio Røde NT1000). Además, se registraron de la misma manera diferentes
sonidos de control, como la risa, el carraspeo, la espiración forzada y el habla. Los dispositivos se encendieron
para grabar todos los sonidos a la frecuencia de muestreo y la tasa de bits preestablecidas, a saber, 44,1 kHz con
16 bits, respectivamente.
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Calcularon la densidad espectral de potencia (PSD) [318] y usaron el PSD del micrófono de estudio como
referencia. Calcularon el error cuadrático medio (MSE) de la PSD de la medición de referencia y la medición
del teléfono inteligente/tableta sobre todas las toses medidas. Posteriormente, normalizaron los MSE de cada tos
con respecto al participante que tosía. Las medias más altas del MSE para las grabaciones de HTC M8 y Google
Nexus 7 indican una desviación más alta de las grabaciones del micrófono de estudio Røde NT1000 y, por lo tanto,
sugieren una calidad más baja en comparación con las grabaciones de Apple iPhone 4 y Samsung S6.

Redujeron el tamaño de los datos y optimizaron el tiempo de entrenamiento diezmando las señales a 22,05
kHz después de aplicar un filtro anti-aliasing, ya que, los sonidos característicos de la tos y la mayoría de los
sonidos enérgicos están asociados con frecuencias inferiores a 10 kHz [319]. Para centrarse en la clasificación
de la característica explosiva, calcularon la amplitud máxima de los eventos acústicos extraídos en los marcos de
tiempo y, posteriormente, extrajeron 325 ms alrededor del máximo rendimiento de 650 ms de la señal. El marco de
tiempo de 650 ms corresponde aproximadamente a la duración total promedio de una tos [319]. La señal extraída
se estandarizó empleando la normalización min-max. Posteriormente, se computó un espectrograma escalado en
mel con 16 bandas, 112 muestras entre frames sucesivos y una FFT [320] de 2048 puntos.

Desarrollaron una CNN inspirada en [321], donde reemplazaron las convoluciones regulares por convoluciones
separables en profundidad [322] para reducir el número de cálculos y utilizaron la agrupación global máxima,
que combina el máximo de cada mapa de características directamente en las capas de salida, reemplazando las
costosas capas totalmente conectadas [323]. Además, utilizaron abandonos con una tasa del 50 %, para evitar
el sobreajuste [324]. La red consta de una capa convolucional separable en profundidad con tamaño de filtro
1x7 y 16 canales, una capa convolucional separable en profundidad con tamaño de filtro 1x5 y 64 canales y 3
capas convolucionales separables en profundidad con tamaño de filtro 3x3 y 64 canales, finalizando con una capa
completamente conectada de dos salidas. Entre las capas convolucionales hay capas max pooling 1/2 y a la entrada
de la capa completamente conectada una capa global max pooling. Es entrenada usando el método de optimización
estocástica de Adam [249] la tasa de aprendizaje se encontraba en el rango de [0,001, 0,007] y el tamaño del lote se
estableció en 64. Además,aplicamos técnicas que, según se ha informado, tienen un efecto positivo en el descenso
de gradiente estocástico,como el recorte de gradiente [325] y la adición de ruido de gradiente [326]. Agregaron
ruido de gradiente con una variación de 0,009.

Tenían un set de cinco dispositivos por lo que usaron el método de conjunto de embolsado (bagging). Ade-
más los datos se dividieron según la proporción entrenamiento/validación/prueba de 60/15/25, siendo exactamente
27/5/11. En el Escenario I, el entrenamiento se realizó en todos los dispositivos y se probó en participantes no
vistos. Dando como resultado CNN con espectrograma de Mel 91.7 % de sensibilidad y 86.7 % de especificidad y
con el método de conjunto 91.7 % de sensibilidad y 90.1 % de especificidad.

En el Escenario II, el entrenamiento se realizó en todos los dispositivos excepto en aquel anotado como nombre
de columna, luego se evaluó en las grabaciones del dispositivo no visto con participantes no vistos. Podemos obser-
var una caída en el rendimiento medio y un aumento en la desviación estándar para el Escenario II en comparación
con el Escenario I.

5.3. Detección de COVID-19 mediante audio de tos

5.3.1. Detección automatizada de tos por COVID-19
En enero de 2022, Alberto Tena y colaboradores [290], buscan realizar una detección automática de COVID-19

rápida y eficiente, solucionando el desafío del coste, el tiempo transcurrido y la cantidad de pruebas que se pueden
hacer de forma masiva, utilizando archivos de audio sin procesar con una metodología disponible gratuitamente.
Usando el paquete synthpop [327] y basándose en una muestra aleatoria de toses de COVID-19 y no COVID-19
se creó un conjunto de datos sintéticos [328] disponible gratuitamente en línea.

En este trabajo se utilizaron cinco conjuntos de datos, el que la Universidad de Lérida (UdL) recopiló para este
estudio con 52 toses aprobado por el CEIm del HUAV, el de la Universidad de Cambridge (UC) [292] con 332
toses, el de Coswara [293] con 288 toses, el de Virufy [294] con 121 toses y el conjunto de datos de tos ferina
[305] con 20 toses, lo que hace un total de 813 toses.

Preprocesado: las señales originales se muestrearon a 16 kHz y se almacenaron en L segmentos superpuestos.
Cada segmento fue de 0,98s y los segmentos se superpusieron en 0,8575s. Se convirtieron a un espectrograma de

66 Diego Pérez Alonso



5.3. Detección de COVID-19 mediante audio de tos

magnitud con 257 intervalos de frecuencia utilizando una transformada de Fourier de tiempo corto (STFT) [329]
unilateral con una ventana Hanning (o Hann) [330] periódica de 25 ms con un salto de 10 ms y una transformada
de Fourier discreta (DFT) [331] de 512 puntos. Luego, el espectro de magnitud se pasó a través de un banco de
filtros espaciados en mel [332], [333] de 64 bandas y se sumaron las magnitudes de cada banda. El audio estaba
representado por una matriz de 96x64x1xL,donde 96 es el número de espectros en el espectrograma de mel y 64
es el número de bandas de mel. Finalmente, los espectrogramas de mel se convirtieron a una escala logarítmica.

Red neuronal: La matriz de espectrogramas mel de 96x64x1xL fue la capa de entrada que pasó a través de la
red neuronal profunda YAMNet [295] para la identificación automática de las muestras de tos registradas en los
archivos de audio. La salida de YAMNet (matriz Lx512) corresponde a puntuaciones de confianza para cada una
de las 521 clases de sonido a lo largo del tiempo.

Postprocesamiento: Para detectar la región del evento de sonido, las 521 señales de confianza se pasaron a
través de un filtro de media móvil con una longitud de ventana de 7 y cada señal a través de un filtro de mediana
móvil con una longitud de ventana de 3. Luego, las señales de confianza se convirtieron en máscaras binarias.
Después de realizar varias pruebas, se estableció un umbral de 0,35s porque mostró el mejor rendimiento en la
detección de muestras de "tos". Cualquier sonido de menos de 0,5s se descartó para el análisis y las regiones
de menos de 0,25s se fusionaron. Las regiones de sonido identificadas que se superpusieron en un 50 % o más
se consolidaron en regiones únicas. El tiempo de inicio de la región seleccionado fue el tiempo de inicio más
pequeño y el tiempo de finalización de la región seleccionado fue el tiempo de finalización más largo de todos
los sonidos del grupo. Luego, las regiones de sonido etiquetadas como "tos"por YAMNET fueron seleccionadas
para su análisis. Los límites de estas muestras de tos se seleccionaron usando el algoritmo detectSpeech [334]
usando una ventana de Hann con 0.03xSampling rate segundos de salto. Finalmente, los primeros 600 ms de cada
muestra de tos identificada se volvieron a muestrear a 8820 Hz y se normalizaron para obtener las representaciones
y características de tiempo-frecuencia.

Representación de tiempo-frecuencia: Calcula la distribución de Wigner (WD) [335] posteriormente convo-
luciona la distribución de Wigner con la exponencial de Choi-Williams, para obtener la distribución de Choi-
Williams (CWD) [336]. Entonces, para obtener parámetros estadísticos, la función de densidad CWD(f, t) se
normalizó para tener un área igual a 1. Por lo tanto,se puede asociar con una función de densidad de probabilidad
conjunta CWDN (f, t) de las variables de tiempo y frecuencia. Sus distribuciones marginales, que no contienen la
interferencia, siguen representando, aunque de forma normalizada, la potencia instantánea y la energía de densi-
dad espectral de la señal original. Por último se obtiene la distribución de densidad de probabilidad conjunta (pD)
multiplicando la potencia instantánea y la energía de densidad espectral.

Funciones de tiempo-frecuencia: Se obtienen un total de 39 características a partir de la representación de fre-
cuencia temporal de cada muestra de tos. 28 de ellos correspondieron a la energía espectral instantánea, frecuencia
instantánea, frecuencia instantánea de pico e información espectral. Estos se obtuvieron dividiendo el espectro
(0–4410 Hz) en 7 bandas de frecuencia: 1, 0–80 Hz; 2, 80–250 Hz; 3,250–550 Hz; 4, 550–900 Hz; 5, 900–1500
Hz; 6, 1500–3000 Hz; 7, 3000–4410 Hz. También se calcularon la frecuencia media del espectro total, las entropías
conjunta, instantánea y espectral de Shannon , la curtosis, 3 momentos conjuntos tiempo-frecuencia y 3 momentos
conjuntos de las señales marginales de potencia instantánea y densidad espectral.

Posteriormente se redujeron el número de características a través de uno de los siguientes métodos:

La eliminación recursiva de características (RFE) [337] es un proceso recursivo que clasifica las caracterís-
ticas según alguna medida de su importancia. En cada iteración, se mide la importancia de la característica
y se elimina la menos relevante.

Utilizando un Autoencoder [338] que reduce la dimensionalidad del conjunto inicial de características mien-
tras se conserva la información en el conjunto de datos original, en este caso las 39 características originales
se redujeron a 15.

Modelos de clasificación: Se definieron cinco grupos de sujetos para el análisis, siendo estos sujetos con
COVID-19 (C), sujetos con resultado negativo de COVID-19 que no tenían tos (N), sujetos no COVID-19 con
tos inespecífica como síntoma (NC), sujetos sin COVID-19 con tos ferina (PT) y todos los sujetos que no eran
COVID-19 (NNC). Luego, se realizaron cuatro experimentos de clasificación. Estos consistieron en C frente a N,
C frente a NC, C frente a PT y C frente a NNC. Por último se implementaron en R los modelos supervisados
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más populares en la clasificación de la tos, es decir, Random Forest (RF), Support Vector Machine (SVM), Linear
Discriminant Analysis (LDA), Logistic Regression (LR) y Naïve Bayes (NB).

Las características seleccionadas por RFE para ajustar los modelos obtuvieron mejores resultados en el ren-
dimiento general de los modelos que las características extraídas mediante el Autoencoder. Los modelos de cla-
sificación se comportaron mejor al comparar C vs PT que al comparar C vs N, C vs NC o C vs NNC. En C vs
PT, las métricas que funcionaron mejor fueron exactitud (94.81 %), sensibilidad (98.91 %) y F-score (97 %) pa-
ra RF, precisión (97.13 %) para LR y AUC (97.29 %) para SVM. Este experimento detectó mejor la tos positiva
de COVID-19, pero no funcionó tan bien para clasificar la tos ferina (85 % de especificidad para LR y LDA).
En cambio, en los otros experimentos, la detección de casos positivos y negativos fue más equilibrada. Esto fue
especialmente así en el experimento C vs. NNC, que obtuvo la mejor especificidad (85.09 %) para RF. Este expe-
rimento refleja un escenario de caso más real donde la tos de COVID-19 coexiste con tos de diferentes patrones.
En los cuatro experimentos de clasificación realizados, RF mostró el mejor rendimiento general.

5.3.2. Detección de COVID-19 a partir de patrones de voz, tos y respiración: conjunto
de datos y resultados preliminares

En noviembre de 2021, Vladimir Despotovic y colaboradores [339] proponen dentro del estudio CDCVA re-
copilar los sonidos emitidos por la boca humana utilizando cinco tareas vocales: fonación sostenida de una vo-
cal/aaaa/, toser (3 veces), inhalar y exhalar profundamente por la boca (3 veces), contar números del 1 al 20 y
leer un texto específico. Los datos se recopilan utilizando una plataforma web multilingüe que está diseñada en 8
idiomas (inglés, alemán, francés, español, portugués, árabe, luxemburgués y serbio) para cubrir una amplia gama
de participantes potenciales. Además de los datos vocales, también se recopila información sobre la edad, el gé-
nero, el país de residencia, el idioma nativo, el peso, la altura, los hábitos de fumar y beber del participante, así
como los síntomas y comorbilidades relacionados con COVID-19. El estado de salud del participante (positivo o
negativo a COVID-19) se determina en función de la autodeclaración confirmada por la prueba estándar RT-qPCR
[340] o RAT [341], con la fecha de la prueba. Los participantes también pueden proporcionar la información si
actualmente se encuentran en aislamiento domiciliario u hospitalizados.

El conjunto de datos es totalmente colaborativo; por lo tanto, se basa en la confianza con los participantes,
además otra dificultad es que debido al uso de diferentes dispositivos, micrófonos, navegadores web y condiciones
de grabación para la recopilación de datos, se deben aplicar técnicas de preprocesamiento para unificar las muestras
de grabación antes de su uso posterior.

La base de datos contiene un total de 1103 participantes en el estudio, de los cuales el 92,38 % se declaró
negativo a COVID-19 (1019) y el 7,62 % como positivo (84). De ahí, se creó un subconjunto equilibrado que
incluye tos de todos los participantes positivos a COVID-19 y la misma cantidad de participantes no infectados
emparejados por edad y sexo, sin antecedentes médicos de afecciones que afectan la voz, y sin síntomas al COVID-
19. El subconjunto equilibrado contiene 82 participantes positivos para COVID-19, de 84 en el conjunto de datos
inicial, ya que faltaban señales de tos para dos usuarios. Los participantes positivos COVID-19 tenían entre 14
y 69 años (media 40,11, desviación estándar 12,21), mientras que los participantes no infectados tenían entre 15
y 68 años (media 40,26, desviación estándar 12,1). Para hacer el experimento más realista, el tabaquismo no se
tomó como criterio de exclusión del subconjunto balanceado. La prevalencia de tabaquismo fue mayor en el grupo
control (28,05 %) que en el grupo positivo a COVID-19 (17,07 %).

La cantidad de toses individuales por muestra de audio varió de 2 a 5. Por lo tanto, decidieron segmentar el
subconjunto equilibrado de toses y, en cambio, analizar las señales de tos individuales, lo que llevó a un conjunto
de datos que fue compuesto por 496 señales de tos en total, 249 de las cuales fueron producidas por participantes
positivos a COVID-19 y 247 por sujetos no infectados.

Todas las instancias de datos de audio se convirtieron al formato de audio WAV con una frecuencia de muestreo
de 44,1 kHz y una profundidad de bits de coma flotante de 32 bits. Las grabaciones estéreo se convirtieron a mono
antes de su posterior procesamiento y los silencios iniciales y finales se eliminaron de todas las grabaciones de
audio. Todas las grabaciones de tos se segmentaron en señales de tos individuales, manteniendo un registro del
participante que produjo cada una de las toses individuales. Algunas grabaciones contenían ruido ambiental (e.g.,
charlas, risas, televisión, ruido de tráfico de fondo, etc.); por lo tanto, se aplicó la reducción de ruido utilizando
Audacity v2.4.2 [342] para eliminar el ruido de fondo mediante la activación del ruido espectral.
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Se utilizaron cuatro formas diferentes de extracción de características:

La primera forma fue mediante el GeMaps [343] que es un conjunto minimalista de parámetros de voz
seleccionados según su potencial para abordar los cambios fisiológicos durante la producción de voz. Con-
tiene 62 características acústicas que incluyen 18 parámetros de energía/amplitud, frecuencia y espectro, y
6 características temporales, así como funciones estadísticas aplicadas a estos parámetros(media aritmética,
desviación estándar, percentil, etc.).

La segunda forma es mediante el extended GeMaps (eGeMaps) que contiene 26 parámetros acústicos adi-
cionales al conjunto de funciones de GeMaps, lo que lleva a un conjunto de 88 funciones acústicas.

La tercera forma es mediante ComParE este conjunto de funciones se utiliza como parte del desafío de lin-
güística computacional que se lleva a cabo cada año en la conferencia INTERSPEECH [344] y se utilizan
como conjuntos de características de referencia para diversas tareas acústicas. Este conjunto de caracterís-
ticas acústicas de fuerza bruta esta compuesto por 65 LLD y varias funciones estadísticas aplicadas a estos
LLD, lo que da como resultado un total de 6737 características extraídas para cada una de las instancias de
datos de longitud variable. Todas las funciones se extraen utilizando el software openSMILE v3.0 [345].

La cuarta forma es mediante las características wavelet scaterring que se utilizan para extraer representacio-
nes de baja varianza de la señal de audio mediante la aplicación de una transformada wavelet scaterring, es
decir, una serie de descomposiciones de wavelet y operadores de módulo. La estructura resultante es similar
a una red neuronal convolucional, pero no requiere entrenamiento [346]-[348]. Definieron la red wavelet
scaterring con dos bancos de filtros de wavelet: el primero con 8 wavelet por octava y el segundo con 1
wavelet por octava, mientras que la escala de tiempo invariante es de 0,5 s. Cada muestra de audio se divide
en varias ventanas de tiempo de dispersión a lo largo de 411 rutas en la transformada scaterring, lo que lleva
a un total de 411 características extraídas por cada ventana de tiempo. Después de extraer las características
acústicas o wavelet scaterring, solo se usa un subconjunto de las características más relevantes para la tarea
de clasificación basada en el criterio de información mutua, que mide la dependencia entre dos variables
aleatorias. Es igual a cero si las variables son independientes, mientras que los valores más altos denotan
una mayor dependencia [349]. Clasificaron las características en orden descendente de acuerdo con la in-
formación mutua y usaron solo el subconjunto de características que tienen la mayor influencia en la tarea
de clasificación. Todas las características se estandarizaron antes de su uso posterior, es decir, se eliminó la
media y se escalaron a la varianza unitaria.

Proporcionaron una visualización de datos para el subconjunto segmentado de toses utilizando la incrustación
de vecinos estocásticos distribuidos en t (t-SNE) [350]. t-SNE genera un espacio de características reducido donde
las características similares están representadas en un gráfico bidimensional por puntos cercanos en el espacio y
viceversa. Utilizando el conjunto de características de ComParE, como el conjunto más completo de características
acústicas, el gráfico podría dividirse en dos regiones: 1) Arriba a la izquierda resaltada con un rectángulo rojo, don-
de los sujetos diagnosticados positivos a COVID-19 y descritos por puntos rojos están presentes en su mayoría; 2)
Abajo a la derecha resaltado con un rectángulo azul para personas no infectadas. Aunque ambas regiones contienen
puntos de datos superpuestos, la distribución de datos sugiere que es posible discriminar entre los dos grupos.

Se usó una validación cruzada estratificada de 5 veces para dividir los datos en cinco subconjuntos, cuatro se
usan para entrenamiento y el restante para prueba. Cada clase se distribuye aproximadamente por igual entre los
subconjuntos, conservando la distribución de clases del conjunto de datos original. El procedimiento se repite 5
veces para obtener estimaciones de rendimiento para cada uno de los folds de prueba y luego se promedia sobre
todos los folds. Dado que el conjunto de datos contiene múltiples señales de tos de cada uno de los participantes,
se dividió en folds con respecto a los participantes, lo que significa que las toses del mismo hablante no pueden
aparecer tanto en el subconjunto de entrenamiento como en el de prueba. El rendimiento del modelo se evaluó
utilizando la precisión, la sensibilidad y la especificidad como medidas de rendimiento.

Para explicar los modelos de conjunto (bosques aleatorios, boosting y bagging) tratando de descubrir los me-
canismos exactos que alteran los parámetros acústicos de la tos en personas con COVID-19, analizan las diez
características más informativas del conjunto de características acústicas de ComParE. El mejor indicador de la
tos de COVID-19 según el criterio de información mutua es la energía del marco de la señal cuadrática media
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raíz suavizada por un filtro de media móvil con una longitud de ventana igual a 3. Al ser un sonido explosivo, la
tos tiene ráfagas de aumento de energía en un corto intervalo de tiempo que son más evidentes en las señales que
producen las personas con COVID-19. Dado que la tos seca es el segundo síntoma más prevalente observado en
casi el 40 % de los participantes positivos a COVID-19, se esperan niveles de energía más altos en comparación
con la tos forzada de individuos no infectados.

La armonía espectral, es la segunda característica más informativa, describe la estructura armónica de una señal
de audio en la que las frecuencias de sonido son múltiplos enteros de la frecuencia fundamental. Por lo general, se
observa en el habla sonora, pero un estudio reciente ha demostrado que se pueden observar de 2 a 3 armónicos en
la tos forzada de individuos sanos, mientras que no se observa un patrón claro en la estructura de los armónicos en
la tos húmeda. El estudio confirma que la armonía espectral también se puede utilizar para distinguir entre la tos
de personas positivas a COVID-19 y sujetos no infectados.

La pendiente espectral como tercera característica más informativa está estrechamente relacionada con la velo-
cidad de cierre de la glotis durante la producción de tos, lo que resulta en una pendiente espectral más pronunciada
para un cierre más lento de la glotis. La señal de tos tiene un mecanismo fisiológico típico que comienza con la
fase inspiratoria, seguida por el cierre de la glotis y el aumento de la presión intratorácica en la fase de compresión,
y la apertura repentina de la glotis que produce un flujo de aire espiratorio rápido y un sonido de tos en la fase
espiratoria. Varios cierres parciales posteriores de la glotis pueden dar lugar a sonidos sonoros adicionales.

Aunque las características de RASTA [351] no se estudiaron previamente en el procesamiento de señales de
tos, 6 de las 10 características más informativas en este estudio están relacionadas con la posición absoluta del
valor máximo o mínimo (en marcos), o la longitud máxima del segmento de uno de los 26 bandas auditivas
filtradas RASTA, lo que sugiere que es un indicador muy potente de tos producida por personas con COVID-
19. El procesamiento RASTA utiliza filtros de paso de banda en las trayectorias temporales de los vectores de
características del habla para suprimir los componentes espectrales que cambian más rápido o más lento que en
una señal de voz típica; por lo tanto, se puede utilizar para suprimir el ruido aditivo en técnicas de reconocimiento
de voz o mejora del habla.

Las características extraídas sirven para alimentar a cuatro modelos de clasificación diferentes:

El clasificador de bosques aleatorios [352], [353] se utilizó con 250 árboles para realizar la clasificación en
participantes positivos y negativos a COVID-19. Los árboles completamente desarrollados y sin podar se
utilizan con el índice de Gini [354], [355] como criterio para dividir el nodo. Las características se permutan
aleatoriamente en cada división.

Los clasificadores de árboles de decisión boosting [356], [357] y bagging [358] están configurados con
250 árboles de decisión con una profundidad máxima igual a cuatro. Finalmente, se utilizó el algoritmo
AdaBoost.M1 para el impulso adaptativo con 250 tocones de decisión, es decir, árboles de un nivel con dos
nodos de hoja.

El clasificador perceptrón multicapa (MLP) [359], [360] consta de una capa de entrada con el número de
nodos que corresponde al número de características seleccionadas, tres capas ocultas que utilizan la función
de activación de la Unidad lineal rectificada (ReLU) con 128, 64 y 16 neuronas respectivamente, y una capa
de salida con dos neuronas que corresponden al número de clases para realizar la tarea de clasificación que
utiliza la función de activación softmax. El algoritmo de optimización de Adam se aplica para actualizar los
pesos de la red de forma iterativa durante el entrenamiento, con la entropía cruzada como función objetivo.
El número óptimo de capas ocultas, así como el número óptimo de nodos en las capas ocultas, se evalúan
utilizando la búsqueda de cuadrícula.

Para ajustar el clasificador de árboles de decisión bagging, se utilizaron como hiperparámetros el número
de estimadores base (árboles individuales) y el número máximo de muestras para entrenar cada estimador base,
dado como la proporción del número total demuestras. Además de estos dos hiperparámetros, para los bosques
aleatorios se utiliza la cantidad máxima de características a considerar para cada división, dada como la proporción
de la cantidad total de características. El número de estimadores base fue el único hiperparámetro optimizado en
el caso del clasificador boosting.

El rendimiento se evalúa utilizando tres modelos de conjuntos (bosques aleatorios, boosting y bagging), redes
MLP. Se utilizan tres conjuntos de características estándar para la extracción de características con modelos de
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conjunto, es decir, GeMaps, eGeMaps y ComParE. Dado que los conjuntos de funciones de GeMaps y eGeMaps
son relativamente pequeños, no se aplicó ninguna selección de funciones. Teniendo en cuenta el tamaño del con-
junto de funciones de ComParE, solo el 1 % de las funciones más informativas se mantienen en función del criterio
de información mutua. Los resultados obtenidos revelan que aunque los conjuntos minimalistas de características
acústicas, como GeMaps y eGeMaps, son capaces de aprender características intrínsecas de la tos, se obtienen
resultados sustancialmente mejores utilizando un enfoque de extracción de características de audio de fuerza bruta
con características de ComParE, lo que lleva a una precisión y sensibilidad aproximadamente igual a 87 % para
bosques aleatorios, mientras que la especificidad sube al 90,87 % en caso de bagging. Los bosques aleatorios y el
bagging superan al boosting para todos los conjuntos de características acústicas estándar, lo que puede explicarse
por las principales diferencias en el diseño de estos modelos de conjunto. A diferencia de los bosques aleatorios y
el bagging, donde los árboles se cultivan de forma independiente, en boosting cada modelo posterior, se mejora el
rendimiento del anterior al aprender de sus clasificaciones erróneas. Por lo tanto, boosting es, por naturaleza, más
sensible a los valores atípicos que podrían estar presentes en nuestro conjunto de datos debido a la recopilación de
datos de colaboración abierta. MLP proporciona en general resultados de rendimiento más bajos que los modelos
de conjunto.

La transformada de dispersión de wavelet, aunque es similar en estructura a las redes neuronales convolucio-
nales, no aprende los filtros durante la optimización, sino que los aplica a priori, lo que puede ser beneficioso
cuando los datos de entrenamiento son limitados, como en nuestro caso. Teniendo en cuenta la naturaleza no es-
tacionaria y estocástica de la tos, la transformada wavelet permite descomponer la señal de tos en el dominio del
tiempo y la frecuencia, mientras se enfoca en las estructuras de la señal local para capturar de manera eficien-
te los cambios de frecuencia en cualquier momento [284]. En contraste con las funciones acústicas estándar, el
refuerzo proporciona un rendimiento ligeramente mejorado para las funciones de dispersión de wavelet en compa-
ración con otros modelos de conjuntos, lo que indica que el filtrado de wavelet es resistente al ruido en los datos
[361]. Los resultados obtenidos con características de dispersión de wavelet y modelos de conjuntos (precisión
88,52 %, sensibilidad 88,75 %,especificidad 89,82 %). Tenga en cuenta que los resultados proporcionados para las
funciones de dispersión de wavelet se obtienen después de aplicar la selección de funciones con el 10 % de las
funciones más informativas según el criterio de información mutua. El uso de una gran cantidad de características
irrelevantes agrega incertidumbre a la predicción y reduce el rendimiento general del modelo, sin embargo, una
mayor disminución del tamaño de la característica degrada el rendimiento y reduce los costos computacionales del
modelo.

También extrajeron incrustaciones de audio profundas usando modelos VGGish [362] y OpenL3 [363]. El
extractor de funciones VGGish extrae incrustaciones de audio de 128 dimensiones directamente de frames de
señal de audio de 960 ms que no se superponen. Cada frame se divide en ventanas de 25 ms con una superposición
de 10 ms y se calcula la transformada de Fourier de tiempo corto para obtener los espectrogramas integrados en 64
frecuencias espaciadas en mel, lo que da como resultado espectrogramas log-mel de 96 x 64. Las señales de audio
de entrada se vuelven a muestrear a 16 kHz para que coincidan con los requisitos de la red VGGish. La red VGGish
se compone de una serie de capas convolucionales con función de activación ReLU y capas de agrupación máxima,
seguidas de tres capas completamente conectadas. La red está preentrenada en el conjunto de datos a gran escala
Audio Set [364] para la clasificación de eventos de audio que se compone de más de 1,7 millones de extractos de
10 s de videos de YouTube (4971 h de audio en total) clasificados en 632 eventos de audio. Eliminaron la capa de
salida de la red VGGish preentrenada y agregaron en su lugar una capa completamente conectada con 128 nodos
con una función de activación de ReLU y una capa de abandono con una tasa de abandono igual a 0,5 para evitar
el sobreajuste. Finalmente, agregaron una capa de salida con 2 nodos para realizar la clasificación.

Para extraer incrustaciones de OpenL3, usaron un modelo preentrenado en el subconjunto ambiental de Audio
Set, que incluye sonidos humanos y animales, así como otros sonidos en entornos acústicos naturales. El modelo
utiliza una representación de tiempo-frecuencia de espectrograma Mel con 256 bandas Mel y extrae una incrusta-
ción de audio de 6144 dimensiones por cada frame de señal [363]. Cada fichero de tos se segmenta en fotogramas
superpuestos de 1 s con un tamaño de salto de 0,5 s, lo que da lugar a múltiples incrustaciones para cada fichero
de tos. La votación por mayoría se utiliza para determinar la etiqueta de un solo fichero de tos, en función de las
etiquetas de sus marcos correspondientes. La clasificación se realiza mediante MLP con dos capas ocultas con
tamaños de 512 y 128 nodos respectivamente, cada una seguida de una capa de abandono con tasa de abandono
igual a 0,5 y finalmente una capa de salida con 2 nodos.
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Para entrenar la cantidad de capas ocultas completamente conectadas en las capas superiores de extracción de
características, la cantidad de nodos en las capas completamente conectadas, el tamaño del mini lote y la tasa de
abandono de las redes OpenL3 y VGGish se ajustaron mediante la búsqueda en cuadrícula.

El modelo VGGish preentrenado existente se entrena utilizando el optimizador Adam con tamaño de mini lote
de 64, parámetro de regularización L2 igual a 0.005 y tasa de aprendizaje adaptativo que cae por un factor de 10 si
no se observa ninguna mejora después de 3 iteraciones (la tasa de aprendizaje inicial era igual a 0,001). El modelo
converge después de 6 épocas y logra una precisión del 76,73 %, una sensibilidad del 80,84 % y una especificidad
del 72,86 %, lo que demuestra la capacidad de aprender representaciones de características razonables directamente
de las señales de audio y evita la necesidad de una extracción de características artesanal. Sin embargo, el modelo
aún no es capaz de alcanzar el rendimiento de vanguardia logrado con la dispersión de wavelet o las características
de ComParE. Un motivo de un rendimiento más bajo podría ser el hecho de que, debido a los requisitos del modelo
VGGish, la señal se redujo a 16 kHz, mientras que la frecuencia de muestreo para las características de dispersión
de wavelet y los conjuntos de características acústicas estándar fue de 44,1 kHz.

Se obtiene un rendimiento similar con las incrustaciones de tos OpenL3 (precisión 76,65 %, sensibilidad
81,89 %, especificidad 71,12 %). El modelo está entrenado para 50 épocas usando el optimizador Adam con un
tamaño de mini lote de 64. Esperaron que al recopilar más datos y combinar diferentes modalidades de voz además
de la tos, se puedan aprender mejores incrustaciones de audio, el impacto del aprendizaje transferido será mayor y
los modelos de aprendizaje profundo se generalizarán mejor a un conjunto de datos de destino.

5.3.3. Diagnóstico de COVID-19 mediante inteligencia artificial utilizando sólo graba-
ciones de tos

En septiembre de 2020, Jordi Laguarta y colaboradores [291] presentaron el conjunto de datos, la arquitectura
del modelo y el rendimiento de una herramienta de IA de registro de tos forzada de COVID-19 de coste cero,
rápida e instantáneamente distribuible de preselección que logra una precisión del 98,5 %, incluida una tasa de
detección asintomática del 100 %. Se puede desarrollar un conjunto ortogonal de biomarcadores para diagnosticar
COVID-19, Alzheimer [365] y quizás otras afecciones.

A través del motor de grabación del sitio web (opensigma.mit.edu) con el objetivo de crear el conjunto de
datos de MIT Open Voice para la discriminación de tos COVID-19 [366] recopilaron grabaciones de audio de tos
de duración variable (en promedio 3 toses por sujeto) acompañadas de un conjunto de 10 preguntas de opción
múltiple relacionadas con el diagnóstico de la enfermedad e información general del sujeto: edad, sexo, país,
región; el resultado del diagnóstico médico realizado, cuándo fue realizado y si la fuente del diagnóstico fue una
prueba oficial, la evaluación de un médico o una evaluación personal; y finalmente información sobre síntomas
y días desde su aparición. Los síntomas solicitados incluían fiebre, cansancio, dolor de garganta, dificultad para
respirar, dolor persistente o presión en el pecho, diarrea y tos.

Recopilaron grabaciones de 2660 sujetos positivos de COVID-19 y una proporción de 1 a 10 de sujetos positi-
vos a control. La grabación estaba disponible en varios navegadores y dispositivos, lo que redujo cualquier posible
sesgo específico del dispositivo. Los datos se anonimizaron antes de recopilarlos en su servidor seguro y las mues-
tras se guardaron sin compresión en formato WAV (velocidad de bits de 16 kbps, canal único, códec opus) 1. Se
eliminaron las muestras que no tenían contenido de audio. No se realizó segmentación en las grabaciones de tos
utilizadas para entrenar y evaluar.

Usaron todas las muestras positivas de COVID-19 en nuestro conjunto de datos y seleccionamos al azar la
misma cantidad de sujetos negativos de COVID-19 para una distribución equilibrada. Solo utilizamos muestras
con dos condiciones, primero con diagnóstico en los últimos 7 días y, segundo, con un inicio de síntomas no mayor
a 20 días y donde los síntomas continuaron hasta que se tomó la muestra. Los audios de tos forzada y los resultados
de diagnóstico del sujeto se utilizaron para entrenar y validar el discriminador de COVID-19. Se utilizaron 4256
sujetos (80 %) para entrenamiento y 1064 (20 %) para validación.

Propusieron una arquitectura que toma una grabación con una o más toses y realiza dos pasos de preprocesa-
miento con la grabación. En el primer paso cada grabación de tos de entrada se divide en fragmentos de audio de

1Cabe destacar el códec opus tiene compresión con perdidas y que con una que velocidad de bits de 16 kbps tiene calidad de banda ancha
(wideband), ya que esta en el rango 16-20 kbit/s[367]
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6 segundos, se rellena según sea necesario, se procesa con el paquete MFCC [368] y en el segundo paso se pasa a
través del biomarcador 1 (Degradación Muscular).

La salida de estos pasos se convierte en la entrada de un modelo basado en CNN para generar un diagnóstico
de preselección junto con un mapa de prominencia de biomarcadores. La arquitectura CNN se compone de tres
ResNet50 [82] en paralelo. La capa de salida del tensor 4D de 7x7x2048 de cada modelo ResNet50 se conca-
tena en paralelo. En los modelos de referencia, estos ResNet50 no están preentrenados. En el modelo de mejor
desempeño, están preentrenados para capturar características acústicas en los biomarcadores 2 (Cuerdas vocales),
3 (Sentimiento) y 4 (Pulmones y Tracto Respiratorio). La salida de estos tres tensores concatenados luego se agru-
pa utilizando una capa 2D de agrupación promedio global, seguida de una capa de red neuronal profundamente
conectada de 1024 neuronas (densa) con función de activación ReLU y, finalmente, una capa densa binaria con
función de activación sigmoidea. Toda la arquitectura está entrenada en el conjunto de datos de tos COVID-19 para
la clasificación binaria. Las diversas salidas de fragmentos de la arquitectura CNN se agregan utilizando esquemas
competitivos para generar el mapa de prominencia del sujeto. Los resultados del documento se basan únicamente
en las primeras salidas de fragmentos de audio. El trabajo futuro puede mostrar que la agregación no solo puede
mejorar la explicabilidad sino también aumentar la precisión del diagnóstico.

La arquitectura de Open Voice Medicine del MIT utiliza los mismos cuatro biomarcadores que probaron an-
teriormente para la detección de la enfermedad de Alzheimer, los cuales lograron una precisión superior a la más
avanzada [369]. Estos cuatro biomarcadores inspirados en las elecciones de la comunidad médica son: degradación
muscular, cambios en las cuerdas vocales, cambios en el sentimiento/estado de ánimo y cambios en los pulmones
y el tracto respiratorio.

Aplicaron el biomarcador 1 (Degradación Muscular) introduciendo características de degradación y fatiga mus-
cular modificando las señales de entrada para todos los conjuntos de pruebas y trenes con la máscara de Poisson
(M(Ix) = Poiss(λ) ∗ Ix) . La descomposición de Poisson es una distribución común en la naturaleza que se ha
propuesto previamente para modelar la degradación muscular. Lo encontraron efectivo ya que la eliminación de
este biomarcador duplica aproximadamente la tasa de error en las predicciones oficiales. Para capturar la influencia
de la degradación muscular en las predicciones individuales, desarrollaron una métrica de degradación muscular
basada en la comparación de la producción con y sin este paso de Poisson inicial. Esta métrica es la relación nor-
malizada de la predicción con y sin la máscara y se incorpora en el mapa de prominencia. Para los negativos de
COVID-19, esta métrica se traza directamente; y para los positivos trazaron uno menos esta métrica. La máscara de
Poisson aplicada en un punto MFCC de registro de tos, Ix , se calcula multiplicando este valor por una distribución
aleatoria de Poisson de parámetros Ix y λ, donde λ es el promedio de todos los valores en el MFCC.

Aplicaron también el biomarcador 2 (Cuerdas vocales) debido a que los sujetos con enfermedades pulmonares
suelen tener distintas expresiones de biomarcadores de las cuerdas vocales en comparación con los sanos. Por
ejemplo, los estudios han informado que la presión del umbral de fonación, la presión pulmonar mínima nece-
saria para iniciar y mantener la oscilación de las cuerdas vocales, se correlaciona con la fatiga vocal. Por lo que
desarrollaron un modelo Wake Word [370] para el sonido “mmmmmm” debido a su universalidad. Entrenaron un
ResNet50 [82] con forma de entrada (300, 200) de MFCC para discriminar la palabra “Ellos” de otras usando
LibriSpeech, un conjunto de datos de audiolibros con≈1,000 horas de habla [371]. El modelo se entrenó mediante
la creación de un conjunto de muestras equilibrado de 11 000 fragmentos de audio de dos segundos, la mitad con
la palabra y la otra mitad sin ella, y logró una precisión de validación del 89 %. Encontramos que las características
aprendidas de este biomarcador permiten la detección de variaciones en las cuerdas vocales que existen entre los
sujetos de control y COVID-19, discriminando el 54 % del conjunto de prueba. Para el 19 % de los sujetos, este es
el único biomarcador para discriminarlos correctamente.

Los estudios muestran un deterioro cognitivo en pacientes con COVID-19 y la evidencia clínica respalda la
importancia de los sentimientos en el diagnóstico temprano del deterioro neurodegenerativo por lo que también
aplican el biomarcador 3 (Sentimiento). Diferentes escenarios clínicos enfatizan diferentes sentimientos, como
la duda o la frustración como posibles indicadores neurodegenerativos. Para obtener un biomarcador que detecte
esta disminución, entrenamos un modelo clasificador Sentiment Speech para aprender las características de los
sentimientos en el conjunto de datos del habla RAVDESS [372], que incluye actores que entonan en 8 estados
emocionales: neutral, tranquilo, feliz, triste, enojado, temeroso, repugnancia y sorpresa. ResNet50 [82] fue entre-
nado en muestras de 3 segundos para la clasificación categórica de las 8 entonaciones con forma de entrada (300,
200) de MFCC que logró una precisión de validación del 71 %.
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Por último aplicaron el biomarcador 4 (Pulmones y Tracto Respiratorio) ya que se ha demostrado que la
tos humana es útil en el diagnóstico de varias enfermedades mediante el reconocimiento automático de audio. La
estructura física de los pulmones y las vías respiratorias se altera con las infecciones respiratorias, y en los primeros
días del COVID-19, los epidemiólogos escuchaban los pulmones mientras los pacientes forzaban la tos como parte
de sus métodos de diagnóstico. Existe evidencia de que muchas otras enfermedades pueden diagnosticarse usando
IA en la tos forzada. Por lo tanto, se seleccionó un modelo de biomarcador capaz de capturar características en los
pulmones y el tracto respiratorio.

Los modelos anteriores que crearon con un superconjunto del conjunto de datos de tos recopilados a través de
MIT Open Voice para la detección de COVID-19 [366] predijeron con precisión el género y la lengua materna de
una persona en función de una tos. Presumimos que tales modelos capaces de aprender características y variaciones
acústicas en toses forzadas entrenadas para diferenciar la lengua materna podrían mejorar la detección de COVID-
19 mediante el aprendizaje por transferencia. Eliminaron del conjunto de datos todos los metadatos excepto el
idioma hablado de la persona que tosía (inglés, español) y dividimos los audios en fragmentos de 6 segundos.
ResNet50 [82] fue entrenado en clasificación binaria de inglés vs español con forma de entrada (600, 200) de
MFCC y 86 % de precisión. Encontramos que el biomarcador de tos es el que proporciona las características más
relevantes con un 23 % de detección única y un 58 % de detección general.
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Capítulo 6

METODOLOGÍA

Este trabajo tiene como objetivo crear un sistema de detección de tos robusto que sepa diferenciar entre audios
con tos y audios sin tos. Además, queremos hacer una primera aproximación al diagnóstico de enfermedades
usando las toses publicadas en la base de datos COUGHVID [373]. Para eso, hemos trabajado con señales de
audio de varios pacientes con distintas enfermedades respiratorias, primero haciendo un preprocesado y luego
pasándolas a un clasificador que usa algoritmos de Deep Learning, en particular mediante redes C-BiLSTM. En
este capítulo explicaremos el procedimiento que hemos seguido para desarrollar ambos sistemas y los parámetros
de entrenamiento utilizados.

6.1. Diseño de redes neuronales para la detección de tos
En esta sección describimos las características de la base de datos “Palencia”, que constituye el corpus de

referencia para nuestro análisis de detección de tos, y las etapas de preprocesamiento necesarias para adaptar las
señales de audio a un formato adecuado para el entrenamiento de una red neuronal convolucional. Asimismo,
presentamos la arquitectura de las redes neuronales utilizadas en cada escenario de estudio y una descripción de
los conjuntos de entrenamiento y test.

6.1.1. Base de datos “Palencia”
La base de datos “Palencia” contiene grabaciones de audio de más de 24 horas de veinte pacientes del Complejo

Asistencial Universitario de Palencia con distintas enfermedades respiratorias (ver Tabla 6.1). Usamos un teléfono
inteligente Android Sony Xperia Z2 para recoger los datos, guardando los archivos en formato WAV de 16 bits a
44,1 kHz [296]. Les pedimos a los pacientes que llevaran el dispositivo en sus bolsillos o bolsos como lo harían
normalmente, para obtener muestras de entornos reales y ruidosos que son difíciles para la detección de la tos.

La tasa de bits o bitrate es la cantidad de bits por segundo que se emplean para codificar el sonido digital,
y determina el tamaño final de los archivos. Se calcula multiplicando la frecuencia de muestreo, el número de
canales y el número de bits usados en la decodificación. El resultado es la tasa de bits o el tamaño de los archivos
por cada segundo. En nuestro caso un segundo de archivo tiene un tamaño de 44, 100 Khz · 1 canales · 16 bits =
705, 6 Kbps. Por ejemplo, un archivo de un segundo sin comprimir con calidad CD-ROM, tiene un tamaño de
44, 100 Khz · 2 canales · 16 bits = 1411, 2 Kbps, algo más de 1 Mb por segundo.

ID Enfermedad Edad Sexo # toses Tipo de tos
0 Enfermedad Respiratoria Aguda 36 M 265 Aguda
1 Bronquiectasias & Asma 23 F 0 Crónica que no es EPOC
2 Sarcoidosis 37 M 163 Crónica que no es EPOC
3 Enfermedad Respiratoria Aguda 53 M 352 Aguda
4 Enfermedad Respiratoria Aguda 18 F 602 Aguda
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ID Enfermedad Edad Sexo # toses Tipo de tos
5 EPOC 79 M 767 EPOC
6 Cáncer de pulmón 84 M 921 Cáncer de pulmón
7 Neumonía bilateral 44 M 2401 Aguda
8 Cáncer de pulmón 62 M 809 Cáncer de pulmón
9 Apnea Obstructiva del Sueño 70 F 1268

10 Bronquiectasias 63 F 508 Crónica que no es EPOC
11 EPOC & Apnea Obstructiva del Sueño 48 F 586
12 EPOC 69 F 901 EPOC
13 Neumonía unilobular 31 F 1579 Aguda
14 Neumonía atípica 83 M 504 Aguda
15 Neumonía & EPOC 87 M 1166
16 Tromboembolismo pulmonar 70 F 917
17 EPOC 50 F 2033 EPOC
18 Asma 70 F 697 Crónica que no es EPOC
19 EPOC & Hamartoma pulmonar 60 M 615
20 EPOC & Fibrosis pulmonar 67 M 1379

Tabla 6.1: Detalles de la base de datos “Palencia”.

Usamos la herramienta de software Praat [43] y creamos un fichero de subtítulos para etiquetar manualmente
las toses, que usamos para definir la verdad fundamental o ground truth. Si no estaba claro si un segmento de audio
era tos o no, lo quitamos de la base de datos [296]. Usamos este archivo de subtítulos y Praat para hacer clips de
audio separados para cada evento de sonido como vemos en las Figuras 6.1 y 6.2.

Ficheros sin tos

Base de datos 

“Palencia”

Se segmenta el fichero de 

audio sin toses de los pacientes 

en clips de un segundo de 

duración

Concatenamos todos 

los audios sin tos del 

paciente para crear un 

fichero de audio sin 

toses

Figura 6.1: Metodología para la segmentación de los clips de audio sin tos.

Se segmenta el fichero de 

audio con toses de los 

pacientes en clips de un 

segundo de duración, 

comenzado al inicio de cada tos

Utilizamos el software 

Praat para saber 

cuando comienzan las 

toses en el fichero de 

audio de cada paciente 

mediante el fichero de 

subtítulos de Praat

Ficheros con tos

Base de datos 

“Palencia”

Figura 6.2: Metodología para la segmentación de los clips de audio con tos.

6.1.2. Detección de tos utilizando espectrograma normalizado sin capas LSTM
Como hemos comentado anteriormente, las redes neuronales convolucionales son muy eficientes en la clasi-

ficación de imágenes, por lo tanto, crearemos una CNN para cada uno de los estudios que vamos a realizar. Para
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ilustrar la forma de las redes neuronales utilizaremos la leyenda de la Figura 6.3.

CAPA CONVOLUCIONAL. ACTIVACIÓN: RELU

MAX-POOL 2X2

CAPA COMPLETAMENTE CONECTADA. ACTIVACIÓN: RELU

CAPA COMPLETAMENTE CONECTADA. ACTIVACIÓN: SOFTMAX

FLATTEN

CAPA (Bi)LSTM. RETURN SEQUENCES: TRUE. ACTIVACIÓN: TANH. ACTIVACIÓN RECURRENTE: SIGMOID

RESHAPE

IMAGEN DE ENTRADA

DROPOUT 10%

Figura 6.3: Leyenda utilizada para representar las capas de las redes neuronales utilizadas en la investigación.

Presentamos el esquema de la Figura 6.4 que resume el proceso para generar todas las imágenes utilizando
el espectrograma normalizado que utilizaremos en detección de tos como entrada de las CNNs en los diferentes
entrenamientos.

Ficheros sin tos

Base de datos 

“Palencia”

Ficheros con tos

Base de datos 

“Palencia”

Realizamos 

downsampling de 

44100Hz a 8820Hz

Realizamos un 

espectrograma con 

tamaño de DFT y 

longitud de ventana de 

88 puntos, con ventana 

de Hanning y sin overlap

Aplicamos el logaritmo y 

normalizamos los datos

Obtenemos 

imágenes de 

45x100 pixeles

Figura 6.4: Esquema de la generación de las imágenes que nos servirán de entrada para las CNNs de detección de tos mediante
espectrograma normalizado.

El espectrograma es una representación visual del espectro de frecuencia de una señal de audio en función
del tiempo. La función log_specgram toma como entrada una señal de audio y devuelve un espectrograma
en escala logarítmica. El tamaño del espectrograma generado por la función depende de la longitud del audio
de entrada y de los valores de window_size y step_size. El número de columnas en el espectrograma es igual
al número de segmentos en la señal de audio. El número de segmentos se puede calcular como (len(audio) −
nperseg)/(nperseg − noverlap) + 1, donde nperseg es la longitud de cada segmento y noverlap es el número
de puntos a superponer entre segmentos. El número de filas en el espectrograma es igual a nperseg/2 + 1.

def log_specgram(audio, sample_rate, window_size=10, step_size=10, eps=1e-10):
nperseg = int(round(window_size * sample_rate / 1e3))
noverlap = int(round(step_size * sample_rate / 1e3))
_, _, spec = signal.spectrogram(audio, fs=sample_rate, window=’hann’,
nperseg=nperseg, noverlap=noverlap, detrend=False)
return np.log(spec.T.astype(np.float32) + eps)
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En nuestro caso, con una señal de audio de longitud 8820, una tasa de muestreo de 8820 Hz, un tamaño de
ventana de 10 ms y un tamaño de paso de 10 ms. Se calculó que nperseg = (10·8820Hz)/1000 = 88200/1000 =
88, 2 y noverlap = (0 ∗ 8820Hz)/1000 = 0. Por tanto el tamaño del espectrograma sería (88/2 + 1)x((8820−
88)/(88− 0) + 1) = 45x100.

En el estudio de la detección de tos hemos utilizado dos arquitecturas de redes neuronales convolucionales
puras, cuyo código se puede ver en el apéndice A.1, cada una de las cuales con características interesantes en
nuestro estudio.

Red neuronal convolucional A

Primero ilustramos como es la forma de la primera arquitectura que denominaremos CNN A mediante la Figura
6.5, donde podemos observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.
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Figura 6.5: Arquitectura de la CNN A utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
STFT de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2, la leyenda se puede ver en la Figura
6.3

A continuación explicaremos como es esta arquitectura que como veremos posteriormente en 7.1.1 tiene la
característica de tener más especificidad que sensibilidad. La primera capa es una capa convolucional de 32 filtros
con un kernel (2, 2), la función de activación es una ReLU y admite una entrada con la forma (45, 100, 1), ya que,
el tamaño de los espectrogramas logarítmicos normalizados es de (45, 100), pero la capa convolucional necesita
una tercera dimensión. Seguidamente tenemos una capa de MaxPoolling2D, con un tamaño de pool de (2, 2), esta
capa reduce la dimensionalidad de los datos para no tener una excesiva carga computacional. A continuación,
conectamos una capa de dropout, la cual tiene la capacidad de reducir el sobreajuste de las redes neuronales,
durante el entrenamiento, cierto número de salidas de capa se ignoran aleatoriamente o se “eliminan”, en nuestro
caso ignoramos aleatoriamente el 10 % de las salidas.

Todas las capas de MaxPoolling2D y dropout que vemos posteriormente tienen las mismas características que
las descritas anteriormente. El número de capas óptimo, lo hemos determinado experimentalmente, viendo que
con el número de capas que vemos en la Figura 6.5, es el que mejor resultados nos proporciona. También hemos
comprobado experimentalmente que lo óptimo es ir doblando el número de filtros en las capas convolucionales
utilizadas, esta configuración permite realizar entrenamientos de menor duración ofreciendo buenos resultados.

Vemos que tenemos una red neuronal convolucional con la estructura especificada en la Tabla 6.2.
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Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1

Capa 2 conv2∗2− 64, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1

Capa 3 conv2∗2− 128, padding = 0, stride = 1, activation = relu

dropout = 0.1

Capa 4 conv2∗2− 256, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Tabla 6.2: Estructura de la red neuronal convolucional utilizada para detectar clips de audios con tos específica.

La capa flatten es una capa que aplana los datos para las capas posteriores, siendo estas capas densas. Como
últimas capas, tenemos una capa densa de 512 neuronas, con la función de activación ReLU y una capa densa de
2 neuronas, ya que es el número de clases que tenemos que clasificar, con una función de activación softmax, la
salida de la función softmax puede ser utilizada para representar una distribución categórica– la distribución de
probabilidad sobre las diferentes posibles salidas.

Red neuronal convolucional B

La segunda arquitectura que denominaremos CNN B es la que vemos en la Figura 6.6, donde vemos que
desaparecen las capas de dropout con respecto a la arquitectura anterior.
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Figura 6.6: Arquitectura de la CNN B utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
STFT de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2, la leyenda se puede ver en la Figura
6.3

De manera teórica podríamos pensar que al eliminar estas capas tenderíamos a un mayor sobreajuste en la red
neuronal, pero como comprobaremos posteriormente el efecto que provoca es conseguir tener más balanceada la
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sensibilidad y la especificidad de la red. Esta característica diferenciadora con respecto a nuestra primera red puede
ser interesante para nuestro estudio. En la Tabla 6.3 vemos la estructura de la red neuronal convolucional.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 2 conv2∗2− 64, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 3 conv2∗2− 128, padding = 0, stride = 1, activation = relu

Capa 4 conv2∗2− 256, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Tabla 6.3: Estructura de la red neuronal convolucional utilizada para detectar clips de audios con tos balanceada.

6.1.3. Detección de tos utilizando espectrograma normalizado con capas LSTM

Proponemos ahora unas redes C-LSTM profundas, que combinan una CNN y una LSTM, cuyo código podemos
ver en el apéndice A.2.1. La CNN analiza el espectro de audio, mientras que LSTM predice el frame actual
haciendo referencia a los frames adyacentes. Las capas convolucionales antes de las capas LSTM mejoran las
características de la tos y preservan la información temporal de los audios.

Con el objetivo de realizar la unión entre las capas convolucionales y las capas LSTM, la forma mas optima de
realizar esta unión, es con la función Reshape, ya que permite eliminar una dimensión dando una nueva forma a
los datos.

El esquema de la Figura 6.4 resume el proceso para generar todas las imágenes que nos servirán como entrada
de las C-LSTMs que utilizaremos en detección de tos utilizando espectrograma normalizado para los diferentes
entrenamientos.

C-LSTM A-1

La primera arquitectura que denominaremos C-LSTM A-1 la ilustramos mediante la Figura 6.7, donde pode-
mos observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.

Esta red se basa en la CNN A descrita en la sección 6.1.2 y los datos de entrada son los mismos, ya que ali-
mentamos la red utilizando un espectrograma normalizado. Hemos añadido después de las capas convolucionales
dos capas LSTM y en las capas convolucionales también hemos hecho ligeros cambios, las características de las
capas convolucionales de esta red neuronal las podemos ver en la Tabla 6.4.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1

Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu

dropout = 0.1

Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2, reshape = (44, 128)

Tabla 6.4: Estructura de la red neuronal convolucional A utilizando espectrograma normalizado
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Figura 6.7: Arquitectura de la C-LSTM A-1 utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
STFT de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas LSTM con 128 neuronas, la
leyenda se puede ver en la Figura 6.3.

C-LSTM B-1

A continuación ilustramos las capas de la red en la segunda arquitectura que denominaremos C-LSTM B-1 y
el tamaño de los datos al pasar por cada una de estas capas en la Figura 6.8.
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Figura 6.8: Arquitectura de la C-LSTM B-1 utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
STFT de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas LSTM con 128 neuronas, la
leyenda se puede ver en la Figura 6.3.
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Esta red neuronal de tipo C-LSTM esta basada en la CNN B descrita en la sección 6.1.2 y es alimentada por
un espectrograma normalizado por lo que los datos de entrada son los mismos. Vemos que tenemos primero una
red neuronal convolucional con la estructura especificada en la Tabla 6.5 y después dos capas LSTM.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu

Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2, reshape = (44, 128)

Tabla 6.5: Estructura de la red neuronal convolucional B utilizando espectrograma normalizado.

C-LSTM C-1

Esta tercera arquitectura es una red neuronal que cambia los kernel de forma similar al paper Automatic Cough
Detection from Realistic Audio Recordings using C-BiLSTM with Boundary Regression [289] buscando que a la
hora de aplicar la función Reshape una de las dimensiones tenga valor 1 y por lo tanto simplemente elimine
esa dimensión. Esta arquitectura que denominaremos C-LSTM C-1 la ilustramos mediante la Figura 6.9, donde
podemos observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.
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Figura 6.9: Arquitectura de la C-LSTM C-1 utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
STFT de un segundo. La red consta de 2 capas convolucionales con tamaño de filtro 7x1, 3 capas convolucionales con tamaño
de filtro 3x1 y 2 capas LSTM con 100 neuronas, la leyenda se puede ver en la Figura 6.3.

En esta red neuronal de tipo C-LSTM vemos que tenemos primero una red neuronal convolucional con la
estructura especificada en la Tabla 6.6 y posteriormente dos capas LSTM.

82 Diego Pérez Alonso



6.1. Diseño de redes neuronales para la detección de tos

Capa 1 conv7∗1− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2

Capa 2 conv7∗1− 64, padding = 0, stride = 1, activation = relu
Capa 3 conv3∗1− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2
Capa 4 conv3∗1− 128, padding = 0, stride = 1, activation = relu
Capa 5 conv3∗1− 128, padding = 0, stride = 1, activation = relu

reshape = (25, 128)

Tabla 6.6: Estructura de la red neuronal convolucional C utilizando espectrograma normalizado.

C-LSTM D-1

Esta red neuronal es la cuarta arquitectura que denominaremos C-LSTM D-1 y cambia los kernel de forma
contraria al paper Automatic Cough Detection from Realistic Audio Recordings using C-BiLSTM with Boundary
Regression [289]. Ilustramos a continuación las capas de la red y el tamaño de los datos al pasar por cada una de
estas capas en la Figura 6.10.
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Figura 6.10: Arquitectura de la C-LSTM D-1 utilizada para detectar clips de audios con tos. La entrada a la red es un espectro-
grama STFT de un segundo. La red consta de 1 capa convolucional con tamaño de filtro 1x7, 1 capa convolucional con tamaño
de filtro 1x5, 3 capas convolucionales con tamaño de filtro 3x3 y 2 capas LSTM con 100 neuronas, la leyenda se puede ver en la
Figura 6.3.

En la Tabla 6.7 especificamos la estructura de la red neuronal convolucional con la que comienza esta red
neuronal de tipo C-LSTM para seguir con dos capas LSTM.

Capa 1 conv1∗7− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2

Capa 2 conv1∗5− 64, padding = 0, stride = 1, activation = relu
Capa 3 conv3∗3− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2
Capa 4 conv3∗3− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2
Capa 5 conv3∗3− 128, padding = 0, stride = 1, activation = relu

reshape = (14, 128)

Tabla 6.7: Estructura de la red neuronal convolucional D utilizando espectrograma normalizado.
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6.1.4. Detección de tos utilizando espectrograma de mel con capas LSTM
Las redes C-LSTM profundas que proponemos a continuación y cuyo código podemos ver en el apéndice A.2.2

no son alimentadas en este caso por el espectrograma normalizado sino que utilizamos el espectrograma de mel
[24] debido a que tiene base en la percepción auditiva humana por lo que es útil para la identificación de contenido
relevante.

Un espectrograma de mel es una representación bidimensional de la señal de audio en el plano tiempo-
frecuencia, donde las frecuencias se mapean a la escala mel. La escala mel es una escala perceptual que aproxima
la sensibilidad del oído humano al sonido. Las bandas de mel son segmentos de frecuencia que se emplean para
discretizar el espectro de frecuencia en sub-bandas. La dimensión del espectrograma de mel generado por la fun-
ción librosa.feature.melspectrogram dependerá de los argumentos que se especifiquen para computar
la transformada de Fourier de corta duración (STFT) y la transformación a la escala mel.

El proceso para generar todas las imágenes que nos servirán como entrada de las C-LSTMs que utilizaremos
en detección de tos utilizando espectrograma de mel para los diferentes entrenamientos lo vemos en el esquema de
la Figura 6.11.

Ficheros sin tos

Base de datos 

“Palencia”

Ficheros con tos

Base de datos 

“Palencia”

Realizamos 

downsampling de 

44100Hz a 17640Hz

Realizamos un 

espectrograma de Mel con 

tamaño de FFT de 2048 

puntos, con ventana de 

Hanning, 112 muestras 

entre fotogramas sucesivos 

y 16 bandas de Mel

Normalizamos los datos

Obtenemos 

imágenes de 

16x158 pixeles

Figura 6.11: Esquema de la generación de las imágenes que nos servirán de entrada para las CNNs de detección de tos mediante
espectrograma de mel.

El número de columnas en el espectrograma de mel es igual al número de segmentos en la señal de audio.
El número de segmentos se puede calcular como (len(audio)//hop_length) + 1. El número de filas en el es-
pectrograma de mel es el número de bandas de Mel a generar. En nuestro caso, con una señal de audio de
longitud 17640, una frecuencia de muestreo de 17640 Hz, una longitud del salto (hop_length) de 112 y un nú-
mero de bandas de Mel a generar (n_mels) de 16. Calculamos que el tamaño del espectrograma de mel sería
16x((17640//112) + 1) = 16x158.

C-LSTM A-2

La primera arquitectura que alimentamos con espectrogramas de mel la denominaremos C-LSTM A-2 y es
ilustrada mediante la Figura 6.12, donde podemos observar las capas de la red y el tamaño de los datos al pasar por
cada una de ellas.

En esta red neuronal de tipo C-LSTM, basada en la CNN A descrita en la sección 6.1.2, vemos que tenemos
primero una red neuronal convolucional con la estructura especificada en la Tabla 6.8 y después dos capas LSTM.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2, dropout = 0.1
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Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2, dropout = 0.1

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu
dropout = 0.1

Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu
reshape = (36, 128)

Tabla 6.8: Estructura de la red neuronal convolucional A utilizando espectrograma de mel
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Figura 6.12: Arquitectura de la C-LSTM A-2 utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
de mel de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas LSTM con 128 neuronas, la
leyenda se puede ver en la Figura 6.3.

C-LSTM B-2

Ilustramos a continuación las capas de la red en la segunda arquitectura que alimentamos con espectrogramas
de mel denominada C-LSTM B-2, y el tamaño de los datos al pasar por cada una de estas capas en la Figura 6.13.

En esta red neuronal de tipo C-LSTM vemos que tenemos primero una red neuronal convolucional con la
estructura especificada en la Tabla 6.9 basada en la CNN B descrita en la sección 6.1.2 y después dos capas LSTM.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2

Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu
Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu

reshape = (36, 128)

Tabla 6.9: Estructura de la red neuronal convolucional B utilizando espectrograma de mel.
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Figura 6.13: Arquitectura de la C-LSTM B-2 utilizada para detectar clips de audios con tos. La entrada a la red es un espectrograma
de mel de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas LSTM con 128 neuronas, la
leyenda se puede ver en la Figura 6.3.

C-LSTM C-2

Esta red neuronal de tipo C-LSTM cambia los kernel de forma similar al paper Automatic Cough Detection
from Realistic Audio Recordings using C-BiLSTM with Boundary Regression [289] buscando que a la hora de
aplicar la función Reshape una de las dimensiones tenga valor 1 y por lo tanto simplemente elimine esa dimensión.
Denominaremos C-LSTM C-2 a esta tercera arquitectura que ilustramos mediante la Figura 6.14, donde podemos
observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.

En esta red neuronal de tipo C-LSTM vemos que tenemos primero una red neuronal convolucional con la
estructura especificada en la Tabla 6.10 y posteriormente dos capas LSTM.

Capa 1 conv7∗1− 32, padding = 0, stride = 1, activation = relu

Capa 2 conv3∗1− 64, padding = 0, stride = 1, activation = relu

Capa 3 conv3∗1− 128, padding = 0, stride = 1, activation = relu

Capa 4 conv3∗1− 128, padding = 0, stride = 1, activation = relu

Capa 5 conv3∗1− 128, padding = 0, stride = 1, activation = relu

reshape = (316, 128)

Tabla 6.10: Estructura de la red neuronal convolucional C utilizando espectrograma de mel.
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Figura 6.14: Arquitectura de la C-LSTM C-2 utilizada para detectar clips de audios con tos. La entrada a la red es un espectro-
grama de mel de un segundo. La red consta de 2 capas convolucionales con tamaño de filtro 7x1, 3 capas convolucionales con
tamaño de filtro 3x1 y 2 capas LSTM con 100 neuronas, la leyenda se puede ver en la Figura 6.3.

C-LSTM D-2

Esta red neuronal de tipo C-LSTM cambia los kernel de forma contraria al paper Automatic Cough Detection
from Realistic Audio Recordings using C-BiLSTM with Boundary Regression [289]. En esta cuarta arquitectura que
denominaremos C-LSTM D-2 las capas de la red y el tamaño de los datos al pasar por cada una de estas capas las
ilustramos en la Figura 6.15.

En la Tabla 6.11 vemos la estructura de la red neuronal convolucional con la que comienza esta arquitectura y
que continúa con dos capas LSTM.

Capa 1 conv1∗7− 32, padding = 0, stride = 1, activation = relu
Capa 2 conv1∗5− 64, padding = 0, stride = 1, activation = relu
Capa 3 conv3∗3− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2
Capa 4 conv3∗3− 128, padding = 0, stride = 1, activation = relu
Capa 5 conv3∗3− 128, padding = 0, stride = 1, activation = relu

reshape = (207, 128)

Tabla 6.11: Estructura de la red neuronal convolucional D utilizando espectrograma de mel.
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Figura 6.15: Arquitectura de la C-LSTM D-2 utilizada para detectar clips de audios con tos. La entrada a la red es un espectro-
grama de mel de un segundo. La red consta de 1 capa convolucional con tamaño de filtro 1x7, 1 capa convolucional con tamaño
de filtro 1x5, 3 capas convolucionales con tamaño de filtro 3x3 y 2 capas LSTM con 100 neuronas, la leyenda se puede ver en la
Figura 6.3.

6.1.5. Detección de tos utilizando ventanas desplazadas con capas LSTM
Las redes C-LSTM profundas que proponemos a continuación y cuyo código podemos ver en el apéndice A.2.3

no son alimentadas en este caso por el espectrograma normalizado sino que introducimos el vector del audio para
posteriormente en la red neuronal ponerlo en forma matricial del tal manera que cada columna sea una ventana
temporal.

Ficheros sin tos

Base de datos 

“Palencia”

Ficheros con tos

Base de datos 

“Palencia”

Realizamos 

downsampling de 

44100Hz a 17640Hz

Obtenemos un vector 

de 17640 componentes 

que normalizamos y 

damos un nuevo 

formato de matriz con 

70 filas y 252 columnas

Obtenemos imágenes 

de 70x252 pixeles

Figura 6.16: Esquema de la generación de las imágenes que nos servirán de entrada para las CNNs de detección de tos mediante
ventanas desplazadas.

El esquema de la Figura 6.16 resume el proceso para generar todas las imágenes que nos servirán como en-
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trada de las C-LSTMs que utilizaremos en detección de tos utilizando ventanas desplazadas para los diferentes
entrenamientos.

C-LSTM A-3

La primera arquitectura que alimentamos con ventanas desplazadas la denominaremos C-LSTM A-3 y es
ilustrada mediante la Figura 6.7, donde podemos observar las capas de la red y el tamaño de los datos al pasar por
cada una de ellas.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2, dropout = 0.1

Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu
max-pooling 1/2, dropout = 0.1

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu
dropout = 0.1

Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu
max-pooling 1/2

reshape = (210, 128)

Tabla 6.12: Estructura de la red neuronal convolucional A utilizando ventanas desplazadas.

En esta red neuronal de tipo C-LSTM, basada en la CNN A descrita en la sección 6.1.2, vemos que tenemos
primero una red neuronal convolucional con la estructura especificada en la Tabla 6.12 y después dos capas LSTM.
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Figura 6.17: Arquitectura de la C-LSTM A-3 utilizada para detectar clips de audios con tos. La entrada a la red son las ventanas
desplazadas de un segundo de audio. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas LSTM con
128 neuronas, la leyenda se puede ver en la Figura 6.3.

C-LSTM B-3

Ilustramos a continuación las capas de la red en la segunda arquitectura que alimentamos con ventanas des-
plazadas denominada C-LSTM B-3, y el tamaño de los datos al pasar por cada una de estas capas en la Figura
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6.18.
En esta red neuronal de tipo C-LSTM vemos que tenemos primero una red neuronal convolucional con la

estructura especificada en la Tabla 6.13 basada en la CNN B descrita en la sección 6.1.2 y después dos capas
LSTM.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu

Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2

reshape = (210, 128)

Tabla 6.13: Estructura de la red neuronal convolucional B utilizando ventanas desplazadas.
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Figura 6.18: Arquitectura de la C-LSTM B-3 utilizada para detectar clips de audios con tos. La entrada a la red son las ventanas
desplazadas de un segundo de audio. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas LSTM con
128 neuronas, la leyenda se puede ver en la Figura 6.3.

C-LSTM C-3

Esta red neuronal de tipo C-LSTM cambia los kernel de forma similar al paper Automatic Cough Detection
from Realistic Audio Recordings using C-BiLSTM with Boundary Regression [289] buscando que a la hora de
aplicar la función Reshape una de las dimensiones tenga valor 1 y por lo tanto simplemente elimine esa dimensión.
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Denominaremos C-LSTM C-3 a esta tercera arquitectura que ilustramos mediante la Figura 6.19, donde podemos
observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.
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Figura 6.19: Arquitectura de la C-LSTM C-3 utilizada para detectar clips de audios con tos. La entrada a la red son las ventanas
desplazadas de un segundo de audio. La red consta de 2 capas convolucionales con tamaño de filtro 7x1, 3 capas convolucionales
con tamaño de filtro 3x1 y 2 capas LSTM con 100 neuronas, la leyenda se puede ver en la Figura 6.3.

En esta red neuronal de tipo C-LSTM vemos que tenemos primero una red neuronal convolucional con la
estructura especificada en la Tabla 6.14 y posteriormente dos capas LSTM.

Capa 1 conv7∗1− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 2 conv7∗1− 64, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 3 conv3∗1− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 4 conv3∗1− 128, padding = 0, stride = 1, activation = relu

Capa 5 conv3∗1− 128, padding = 0, stride = 1, activation = relu

reshape = (31, 128)

Tabla 6.14: Estructura de la red neuronal convolucional C utilizando ventanas desplazadas.

C-LSTM D-3

Esta cuarta arquitectura que denominaremos C-LSTM D-3 cambia los kernel de forma contraria al paper Au-
tomatic Cough Detection from Realistic Audio Recordings using C-BiLSTM with Boundary Regression [289].
Ilustramos a continuación las capas de esta red neuronal y el tamaño de los datos al pasar por cada una de estas
capas en la Figura 6.20.
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Figura 6.20: Arquitectura de la C-LSTM D-3 utilizada para detectar clips de audios con tos. La entrada a la red son las ventanas
desplazadas de un segundo de audio. La red consta de 1 capa convolucional con tamaño de filtro 1x7, 1 capa convolucional con
tamaño de filtro 1x5, 3 capas convolucionales con tamaño de filtro 3x3 y 2 capas LSTM con 100 neuronas, la leyenda se puede
ver en la Figura 6.3.

En la Tabla 6.15 vemos la estructura de la red neuronal convolucional con la que comienza esta arquitectura y
que continúa con dos capas LSTM.

Capa 1 conv1∗7− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 2 conv1∗5− 64, padding = 0, stride = 1, activation = relu

Capa 3 conv3∗3− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 4 conv3∗3− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2

Capa 5 conv3∗3− 128, padding = 0, stride = 1, activation = relu

reshape = (130, 128)

Tabla 6.15: Estructura de la red neuronal convolucional D utilizando ventanas desplazadas.

6.1.6. Características de los entrenamientos para la detección de tos
En esta sección explicamos cómo son los conjuntos de entrenamiento y test. Para determinar los conjuntos

de entrenamiento y test, consideramos el objetivo de entrenar una red neuronal que clasifique los clips de audio
en dos clases: con tos y sin tos. Previamente, balanceamos las clases para evitar el sobreentrenamiento de la red
para alguna de ellas. También, eliminamos el sesgo potencial de tener pacientes repetidos en ambos conjuntos,
asegurándonos de que los pacientes del conjunto de test no estén en el conjunto de entrenamiento. Un ejemplo de
lo que ocurre si no hacemos esta separación se muestra a continuación.

Si entrenamos un clasificador de enfermedades con pacientes en ambos conjuntos, los resultados que se obser-
van en la Figura 6.21a son aparentemente buenos, pero no son fiables, porque la red neuronal aprende la “firma
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vocal” de los pacientes como una ayuda para el diagnóstico a partir de cada clip de tos. En cambio, si hacemos
la separación adecuada de pacientes entre los conjuntos, como se ve en la Figura 6.21b, los resultados empeoran
notablemente.
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Figura 6.21: Curvas ROC en la clasificación de enfermedades con las bases de datos “Palencia”, “Edimburgo” y “Glasgow” [198].

Para estimar el rendimiento del modelo, aplicaremos las siguientes técnicas de validación cruzada: 10-fold
cross-validation, 5-fold cross-validation y 3-fold cross-validation. Además nos referiremos a los pacientes de la
base de datos “Palencia” con los que trabajamos para realizar este estudio por su ID, indicado en la Tabla 6.1.

Ficheros 4806 4066 3158 3766 3552 3504 3748 3594 3196 3474

Fold 0 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 1 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 2 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 3 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 4 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 5 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 6 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 7 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 8 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Fold 9 7 17 13 14, 20 9, 10 11, 15 3, 4, 6 0, 16, 19 12, 18 2, 5, 8

Tabla 6.16: Descripción de los folds en el 10-fold cross-validation utilizado para entrenar la red en la detección de tos.

La Tabla 6.16 muestra los folds del 10-fold cross-validation. Los pacientes del conjunto de test se resaltan con
un color de fondo marrón arena y el número de clips de audio de tos del conjunto de test se indica en la fila superior.
Los demás pacientes forman el conjunto de entrenamiento de cada fold.

Diego Pérez Alonso 93



Capítulo 6. Metodología

Ficheros 7572 7394 7238 7390 7270

Fold 0 0, 3, 5, 7 2, 4, 12, 17 10, 13, 16, 19 6, 8, 11, 20 9, 14, 15, 18

Fold 1 0, 3, 5, 7 2, 4, 12, 17 10, 13, 16, 19 6, 8, 11, 20 9, 14, 15, 18

Fold 2 0, 3, 5, 7 2, 4, 12, 17 10, 13, 16, 19 6, 8, 11, 20 9, 14, 15, 18

Fold 3 0, 3, 5, 7 2, 4, 12, 17 10, 13, 16, 19 6, 8, 11, 20 9, 14, 15, 18

Fold 4 0, 3, 5, 7 2, 4, 12, 17 10, 13, 16, 19 6, 8, 11, 20 9, 14, 15, 18

Tabla 6.17: Descripción de los folds en el 5-fold cross-validation utilizado para entrenar la red en la detección de tos.

Las Tablas 6.17 y 6.18 muestran los folds del 5-fold cross-validation y del 3-fold cross-validation, respectiva-
mente. Se presentan de forma similar a la Tabla 6.16, pero con un color de fondo azul turquesa para los pacientes
del conjunto de test.

Ficheros 12210 12178 12476

Fold 0 3, 7, 11, 12, 15, 18 4, 5, 9, 14, 16, 17 0, 2, 6, 8, 10, 13, 19, 20

Fold 1 3, 7, 11, 12, 15, 18 4, 5, 9, 14, 16, 17 0, 2, 6, 8, 10, 13, 19, 20

Fold 2 3, 7, 11, 12, 15, 18 4, 5, 9, 14, 16, 17 0, 2, 6, 8, 10, 13, 19, 20

Tabla 6.18: Descripción de los folds en el 3-fold cross-validation utilizado para entrenar la red en la detección de tos.

6.2. Diseño de redes neuronales para la detección de enfermeda-
des

En esta sección describimos las características de la base de datos COUGHVID [373], que contiene muestras de
audio de tos que sirven como base de datos para nuestro análisis de detección de enfermedades mediante técnicas
de aprendizaje profundo. Explicamos cómo preprocesamos las señales de audio para obtener un formato adecuado
para el entrenamiento de una red neuronal convolucional y describimos la arquitectura de las redes neuronales
empleadas en cada caso de estudio.

6.2.1. Base de datos COUGHVID

La base de datos COUGHVID [373] puede estar en los formatos WebM [374] u Ogg [375], respectivamente
con la extensión .webm y .ogg. En todos los casos, el códec de audio es Opus [367], por lo que usa un códec con
perdidas lo cual tiene ventajas y desventajas que podemos ver en la Tabla 6.19.

Entre los códecs con pérdida, el mejor rendimiento lo tiene el códec propuesto, según se muestra en la Figura
6.22, salvo por los códecs de última generación basados en IA que vimos en la sección 2.1.2. Utiliza una frecuencia
de muestreo de 48 kHz y opera en modo de tasa de bits variable (VBR). En más del 40 % de las grabaciones, la
tasa de bits efectiva es de 48 kbit/s, que corresponde al rango de ancho de banda fullband (48-64 kbit/s), que es el
más alto para grabaciones mono. La razón de tener un bitrate efectivo más bajo para el resto de las grabaciones es
la presencia de largos periodos de silencio, lo que de hecho es deseable dada la aplicación.

Esta base de datos tiene 859 ficheros de extensión .ogg y 19213 ficheros .webm que convertimos utilizando
ffmpeg [377] a la extensión .wav por lo que tenemos un total de 20.072 ficheros de audios de tos. Estos audios
nos serán útiles para buscar clasificarlos por la etiqueta COVID-19, healthy y symptomatic de la variable status o
por la etiqueta dry y wet de la variable cough_type que nos ofrece la tabla metadata_compiled.csv.
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Tipos de formato Ventajas Contras Formatos

Sin comprimir
Sin pérdida de datos.

Compatible con otro software.

Requiere de

mucho espacio

de almacenamiento.

WAV y AIFF

LPCM

BWF

Comprimido
sin pérdidas

Reduce el tiempo de procesamiento.

Conserva los datos y logra una buena

tasa de compresión de alrededor de

la mitad del tamaño original.

Los ficheros siguen

siendo grandes

comparados con el

formato con pérdida.

FLAC

ALAC

Monkey’s Audio

WavPack

Comprimido
con pérdida

Tamaño de fichero pequeño con una

tasa de compresión de una décima

o una quinta parte del tamaño original.

Formatos de audio más

usados por los consumidores.

Elimina información de

audio “imperceptible”

usando psicoacústica.

MP3

AAC

Ogg Vorbis

Opus

EVS

Tabla 6.19: Ventajas y desventajas de los tipos de formatos de audio.

La variable status nos da la información de si el paciente autoinforma que ha sido diagnosticado con COVID-
19, que tiene síntomas pero sin diagnóstico (sintomático), o que está sano (saludable). Después de analizar los
datos, vemos que con la variable status obtenemos que 1010 grabaciones de tos con COVID-19, 1742 sintomáticas,
8562 saludables y 8758 sin etiquetar. Por lo que para balancear los entrenamientos utilizaremos 1010 grabaciones
de tos de cada clase.
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Figura 6.22: Calidad de varios códecs en función de la tasa de bits [376].

De las variables proporcionadas por los expertos cough_type y diagnosis son las que más nos interesan. La
variable diagnosis es la impresión del experto sobre el estado del paciente, puede ser una infección del tracto
respiratorio superior o inferior, una enfermedad obstructiva (asma, EPOC, etc), COVID-19, o una tos saludable
pero como vemos en la Tabla 6.20 hay menos datos etiquetados que con la variable status y por este motivo no la
utilizamos.
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Tipo de tos Experto 1 Experto 2 Experto 3
COVID-19 279 285 1

Tos saludable 259 67 199
Tracto respiratorio superior 23 183 364
Tracto respiratorio inferior 244 173 194

Enfermedad obstructiva 15 112 35
Sin etiquetar 19252 19252 19279

Tabla 6.20: Impresión de los expertos sobre el tipo de tos según la variable diagnosis del fichero metadata_compiled.csv

La variable cough_type nos indica la impresión del experto sobre el tipo de tos pudiendo ser tos húmeda
(productiva), tos seca, desconocida o también puede estar sin etiquetar como se muestra en la Tabla 6.21. Por lo
que para balancear los entrenamientos utilizaremos 473 grabaciones de tos de cada clase, ya que, tenemos 473
grabaciones donde al menos un experto dice que es tos húmeda (productiva), sin embargo de tos seca tenemos
muchas más grabaciones.

Tipo de tos Experto 1 Experto 2 Experto 3
Húmeda 72 133 291

Seca 425 600 358

Desconocida 323 86 146

Sin etiquetar 19252 19253 19277

Tabla 6.21: Impresión de los expertos sobre el tipo de tos según la variable cough_type del fichero metadata_compiled.csv

6.2.2. Detección de tos utilizando espectrograma normalizado con capas BiLSTM
Presentamos el esquema de la Figura 6.23 que resume el proceso para generar todas las imágenes utilizando el

espectrograma normalizado que utilizaremos en detección de enfermedades como entrada de las C-BiLSTMs en
los diferentes entrenamientos.

Ficheros con tos

Base de datos 

“COUGHVID”

Realizamos 

downsampling de 

48000Hz a 17640Hz

Realizamos un 

espectrograma con 

tamaño de DFT y 

longitud de ventana de 

176 puntos, con ventana 

de Hanning y sin overlap

Aplicamos el logaritmo y 

normalizamos los datos

Obtenemos 

imágenes de 

89x100 pixeles

Figura 6.23: Esquema de la generación de las imágenes que nos servirán de entrada para las C-BiLSTMs utilizada para detectar
enfermedades en clips de audios con tos mediante espectrograma normalizado.

Las redes C-BiLSTM profundas que proponemos a continuación y cuyo código podemos ver en el apéndice
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A.3.1 buscan una capacidad más fuerte usando la estructura bidireccional de BiLSTM para juzgar respectivamente
el marco actual en las direcciones hacia adelante y hacia atrás [289].

Utilizando la base de datos COUGHVID sin transfer learning

Primero ilustramos como es la forma de la primera arquitectura que denominaremos C-BiLSTM A mediante
la Figura 6.24, donde podemos observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.
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Figura 6.24: Arquitectura de la C-BiLSTM A utilizada para detectar enfermedades en clips de audios con tos. La entrada a la red
es un espectrograma STFT de un segundo. La red consta de 4 capas convolucionales con tamaño de filtro 2x2 y 2 capas BiLSTM
con 128 neuronas, la leyenda se puede ver en la Figura 6.3.

Esta red se basa en la C-LSTM A-1 descrita en la sección 6.1.3 aunque los datos de entrada no son los mismos,
ya que también alimentamos la red utilizando un espectrograma normalizado pero no es del mismo tamaño. Hemos
modificado las dos capas LSTM cambiándolas por capas BiLSTM. En esta red neuronal de tipo C-BiLSTM vemos
que tenemos primero una red neuronal convolucional en la que las características de las capas convolucionales de
esta red neuronal las podemos ver en la Tabla 6.22.

Capa 1 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1

Capa 2 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1

Capa 3 conv2∗2− 64, padding = 0, stride = 1, activation = relu

dropout = 0.1

Capa 4 conv2∗2− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2, reshape = (99, 128)

Tabla 6.22: Estructura de la red neuronal convolucional
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Utilizando la base de datos COUGHVID con transfer learning

A continuación ilustramos las capas de la red en la segunda arquitectura que denominaremos C-BiLSTM B y
el tamaño de los datos al pasar por cada una de estas capas en la Figura 6.25.
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Figura 6.25: Arquitectura de la C-BiLSTM B utilizada para detectar enfermedades en clips de audios con tos. La entrada a la red
es un espectrograma STFT de un segundo. La red consta de 8 capas convolucionales las 4 primeras con tamaño de filtro 10x1,
después una capa con tamaño de filtro 9x1 y por último 3 capas convolucionales con tamaño de filtro 2x2, y 2 capas BiLSTM con
128 neuronas, la leyenda se puede ver en la Figura 6.3.

Esta red neuronal de tipo C-BiLSTM esta basada en la C-LSTM A-1 descrita en la sección 6.1.3 pero en su
versión BiLSTM reutilizando la red pre-entrenada sin capa inicial y final. Esta nueva red funciona como un ex-
tractor de features fijas para realizar la tarea de detectar enfermedades. Fijamos el peso de ciertas capas durante
el entrenamiento y afinamos el resto para responder al problema. Esta red también es alimentada por un espectro-
grama normalizado aunque los datos de entrada no son del mismo tamaño que en la red C-LSTM A-1 en la que
esta basada. En esta red neuronal de tipo C-BiLSTM vemos que tenemos primero una red neuronal convolucional
donde las características de las capas convolucionales de esta red neuronal las podemos ver en la Tabla 6.23.

Capa 1 conv10∗1− 32, padding = 0, stride = 1, activation = relu
Capa 2 conv10∗1− 32, padding = 0, stride = 1, activation = relu
Capa 3 conv10∗1− 32, padding = 0, stride = 1, activation = relu
Capa 4 conv10∗1− 32, padding = 0, stride = 1, activation = relu
Capa 5 conv9∗1− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1
Capa 6 conv2∗2− 32, padding = 0, stride = 1, activation = relu

max-pooling 1/2, dropout = 0.1
Capa 7 conv2∗2− 64, padding = 0, stride = 1, activation = relu

dropout = 0.1
Capa 8 conv2∗2− 128, padding = 0, stride = 1, activation = relu

max-pooling 1/2, reshape = (44, 128)

Tabla 6.23: Estructura de la red neuronal convolucional
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6.2.3. Detección de tos utilizando espectrograma de mel con capas BiLSTM

La red C-LSTM profunda que proponemos a continuación y cuyo código podemos ver en el apéndice A.3.2
no es alimentada en este caso por el espectrograma normalizado sino que utilizamos el espectrograma de mel [24]
debido a que tiene base en la percepción auditiva humana por lo que es útil para la identificación de contenido
relevante.

Ficheros con tos

Base de datos 

“COUGHVID”

Realizamos 

downsampling de 

48000Hz a 17640Hz

Realizamos un 

espectrograma de Mel con 

tamaño de FFT de 2048 

puntos, con ventana de 

Hanning, 112 muestras 

entre fotogramas sucesivos 

y 16 bandas de Mel

Normalizamos los datos

Obtenemos 

imágenes de 

16x158 pixeles

Figura 6.26: Esquema de la generación de las imágenes que nos servirán de entrada para las C-BiLSTMs utilizada para detectar
enfermedades en clips de audios con tos mediante espectrograma de mel.

El proceso para generar todas las imágenes que nos servirán como entrada de la C-BiLSTMs que utilizaremos
en detección de enfermedades utilizando espectrograma de mel como entrada de la C-BiLSTM para los diferentes
entrenamientos lo vemos en el esquema de la Figura 6.26.

Esta red se basa en la C-LSTM A-2 descrita en la sección 6.1.4 donde hemos modificado las dos capas LSTM
cambiándolas por capas BiLSTM. Aunque mantenemos las características de las capas convolucionales de esta red
neuronal por lo que las podemos ver en la Tabla 6.22.

Debido a que ni el tamaño de los datos de entrada, ni como se modifica el tamaño de los datos dentro de la red
cambia, esta arquitectura que alimentamos con espectrogramas de mel es ilustrada mediante la Figura 6.12, donde
podemos observar las capas de la red y el tamaño de los datos al pasar por cada una de ellas.

6.3. Parámetros de entrenamiento

La redes neuronales que hemos definido en este capítulo, deben completarse definiendo una función de pérdida,
un optimizador y las métricas de rendimiento. Esto se llama modelo de “compilación”.

La función de pérdida que usamos es categorical crossentropy 4.2.1, que es la más adecuada para problemas de
clasificación multiclase con objetivos codificados en one-hot. Esta función es el primer parámetro requerido para
compilar el modelo.

El optimizador que elegimos es AdaMax, que se explica en la sección 4.2.2. Este optimizador tiene tres pa-
rámetros configurables: α, β1 y β2. Los valores que asignamos a estos parámetros son α = 0, 002, β1 = 0, 9 y
β2 = 0, 999 [249], [378].

La métrica de rendimiento que nos interesa es la exactitud (accuracy) de la validación, que nos indica el por-
centaje de aciertos de la clasificación en cada época del entrenamiento. También observamos la pérdida (loss) de la
validación en cada época por defecto. Esta métrica es especialmente importante, ya que guardamos el modelo en la
época de entrenamiento que tenga el mínimo de perdida en la validación, aplicando así la técnica de regularización
de parada temprana 4.2.3.
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Capítulo 6. Metodología

Hemos determinado experimentalmente que 50 épocas son suficientes para obtener resultados óptimos. El
tamaño de batch que usamos es 128 para la clasificación de clips de audio con tos y sin tos, y 32 para la clasifi-
cación de clips de audio con tos según la enfermedad subyacente. Además, reservamos el 20 % del conjunto de
entrenamiento para realizar la validación.
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Capítulo 7

RESULTADOS Y DISCUSIÓN

En este capitulo discutiremos los resultados que hemos obtenido realizando los diferentes experimentos, en
los que primeramente buscamos detectar clips de audios con tos entrenando redes neuronales convolucionales,
C-LSTM y C-BiLSTM, y posteriormente buscamos clasificar clips de tos en distintos tipos de tos.

Primero recordaremos los resultados expuestos en el TFG [198], para a continuación exponer los nuevos expe-
rimentos.

7.1. Detección de tos utilizando validación cruzada

En esta sección observaremos los resultados obtenidos buscando detectar clips de audios con tos utilizando
distintos modelos de redes neuronales evaluados mediante la técnica de validación cruzada para detectar el sobre-
ajuste. Los modelos de redes neuronales utilizados son CNN, C-LSTM y C-BiLSTM, y los datos de entrada a estos
modelos de redes neuronales son espectrogramas normalizados, espectrogramas de mel y ventanas desplazadas.

7.1.1. Rendimiento de las redes neuronales convolucionales utilizando espectrograma
normalizado

Para la detección de clips de audio con tos frente a clips de audio sin tos hemos realizado experimentos con
dos arquitecturas diferentes de redes neuronales convolucionales alimentadas con espectrogramas normalizados,
descritas en la sección 6.1.2. Los resultados obtenidos en estas cuatro redes neuronales se han agrupado en la Tabla
7.1, además en la Figura 7.1 se presentan las curvas ROC asociadas a las dos CNN.

Vamos a comenzar viendo los resultados que obtenemos al entrenar la primera red neuronal convolucional,
denominada CNN A, que hemos visto en la Figura 6.5. Lo primero que observamos es que siempre vemos en la
Tabla 7.1 que la especificidad es superior al 90 % llegando incluso al 93 % y la sensibilidad es en torno al 6 %
inferior. También se observa en dicha tabla que la AUC es siempre superior al 95 %, lo que indica que es un test
muy bueno, además en la subfigura 7.1a se presentan las curvas ROC de esta red neuronal.

A continuación vemos los resultados que obtenemos al entrenar la segunda red neuronal convolucional, de-
nominada CNN B, que hemos visto en la Figura 6.6. En esta ocasión observamos en la Tabla 7.1 que esta red es
mas sensible y menos específica, consiguiendo que en el caso de la validación cruzada 10-Fold la sensibilidad y
especificidad estén prácticamente en el mismo porcentaje, y en el caso de la validación cruzada 5-Fold la mayor
sensibilidad de todo el documento llegando al 91 %.También se observa en dicha tabla que la AUC es siempre
superior al 95 % como vimos con la anterior red, lo que indica que también es un test muy bueno, además en la
Figura 7.1b se presentan las curvas ROC de esta red neuronal.
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SEN SPE AUC PPV/Precision NPV ACC
CNN A 3-Fold 0,86±0,09 0,90±0,02 0,95±0,02 0,90±0,02 0,87±0,07 0,88±0,04

CNN A 5-Fold 0,85±0,05 0,93±0,02 0,95±0,01 0,92±0,02 0,86±0,03 0,89±0,02

CNN A 10-Fold 0,86±0,01 0,93±0,04 0,96±0,03 0,92±0,03 0,87±0,08 0,89±0,05

CNN B 3-Fold 0,88±0,07 0,86±0,06 0,95±0,02 0,86±0,04 0,89±0,06 0,87±0,00

CNN B 5-Fold 0,91±0,03 0,87±0,05 0,96±0,01 0,88±0,04 0,90±0,02 0,89±0,02

CNN B 10-Fold 0,89±0,08 0,90±0,04 0,96±0,03 0,90±0,04 0,89±0,07 0,89±0,04

Tabla 7.1: Media±Desviación estándar de las métricas de los k-folds de Palencia con CNN utilizando espectrograma normalizado
en la detección de tos.
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Figura 7.1: Curvas ROC de los k-folds de Palencia con CNN utilizando espectrograma normalizado en la detección de tos.

7.1.2. Rendimiento de las redes neuronales C-LSTM utilizando espectrograma normali-
zado

En esta ocasión hemos realizado experimentos con cuatro arquitecturas diferentes de redes neuronales C-LSTM
alimentadas con espectrogramas normalizados, descritas en la sección 6.1.3. Los resultados obtenidos en estas
cuatro redes neuronales se han agrupado en la Tabla 7.2, además en la Figura 7.2 se presentan las curvas ROC
asociadas.

Vamos a comenzar viendo los resultados que obtenemos al entrenar la primera red neuronal C-LSTM, deno-
minada C-LSTM A-1, que hemos visto en la Figura 6.7. En todos los casos la especificidad es superior al 90 % y
la sensibilidad es en torno al 4 % inferior por lo que es ligeramente superior a cuando exclusivamente se utilizan
CNN, como en la sección 7.1.1. También se observa en dicha tabla que la AUC es siempre superior al 95 %, lo que
indica que es un test muy bueno, además en la Figura 7.2a se presentan las curvas ROC asociadas.

A continuación vemos los resultados que obtenemos al entrenar la segunda red neuronal C-LSTM, denominada
C-LSTM B-1, que hemos visto en la Figura 6.8. En esta ocasión observamos que la especificidad es inferior a la
que se obtiene en la C-BiLSTM A como ocurría en la sección 7.1.1, ya que en ningún caso supera el 90 %, pero
en cambio la sensibilidad aun siendo siempre igual o superior a la red C-BiLSTM A las diferencias son mas
estrechas. También se observa en dicha tabla que la AUC es siempre superior al 94 %, lo que indica como vimos
con la anterior red, que también es un test muy bueno, además en la Figura 7.2b se presentan las curvas ROC
asociadas.
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7.1. Detección de tos utilizando validación cruzada

Posteriormente vemos los resultados que obtenemos al entrenar la tercera red neuronal C-LSTM, denominada
C-LSTM C-1, que hemos visto en la Figura 6.9. Podemos ver que esta red neuronal tiene la sensibilidad mas baja
de las cuatro y una especificidad media. Además podemos saber que es un test muy bueno, ya que, la AUC es
siempre superior al 93 %, presentamos las curvas ROC asociadas en la Figura 7.2c.

Por último vemos los resultados que obtenemos al entrenar la cuarta red neuronal C-LSTM, denominada C-
LSTM D-1, que hemos visto en la Figura 6.10. Con claridad se observa que esta red neuronal tiene la especificidad
mas baja de las cuatro, aunque la sensibilidad es bastante buena siempre superior al 88 %. Es un test muy bueno
como se puede comprobar con las curvas ROC de la Figura 7.2d, ya que siempre es superior al 93 %.

SEN SPE AUC PPV/Precision NPV ACC
C-LSTM A-1 3-Fold 0,88±0,04 0,92±0,03 0,96±0,02 0,91±0,03 0,89±0,04 0,90±0,03

C-LSTM A-1 5-Fold 0,87±0,04 0,90±0,04 0,95±0,01 0,90±0,04 0,87±0,03 0,89±0,02

C-LSTM A-1 10-Fold 0,87±0,08 0,93±0,02 0,96±0,02 0,93±0,02 0,88±0,06 0,90±0,04

C-LSTM B-1 3-Fold 0,88±0,05 0,88±0,05 0,94±0,03 0,88±0,04 0,88±0,05 0,88±0,04

C-LSTM B-1 5-Fold 0,90±0,04 0,84±0,10 0,95±0,01 0,85±0,07 0,90±0,03 0,87±0,03

C-LSTM B-1 10-Fold 0,88±0,08 0,89±0,04 0,96±0,02 0,89±0,04 0,89±0,07 0,89±0,04

C-LSTM C-1 3-Fold 0,89±0,05 0,82±0,08 0,93±0,05 0,83±0,07 0,88±0,06 0,85±0,06

C-LSTM C-1 5-Fold 0,87±0,05 0,85±0,06 0,93±0,02 0,85±0,05 0,87±0,04 0,86±0,03

C-LSTM C-1 10-Fold 0,84±0,14 0,90±0,05 0,95±0,03 0,90±0,04 0,86±0,09 0,87±0,06

C-LSTM D-1 3-Fold 0,89±0,08 0,83±0,06 0,95±0,03 0,84±0,04 0,89±0,07 0,86±0,01

C-LSTM D-1 5-Fold 0,88±0,07 0,82±0,08 0,93±0,02 0,83±0,05 0,88±0,05 0,85±0,02

C-LSTM D-1 10-Fold 0,88±0,11 0,82±0,15 0,95±0,03 0,85±0,09 0,89±0,08 0,85±0,06

Tabla 7.2: Media±Desviación estándar de las métricas de los k-folds de Palencia con C-LSTM utilizando espectrograma normali-
zado en la detección de tos.
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(b) C-LSTM B-1
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(d) C-LSTM D-1

Figura 7.2: Curvas ROC de los k-folds de Palencia con C-LSTM utilizando espectrograma normalizado en la detección de tos.

En esta ocasión vemos en la Tabla 7.3 los resultados que obtenemos al entrenar la redes neuronales C-LSTM
que hemos descrito en la sección 6.1.3 pero con capas LSTM bidireccionales por lo que en este caso son redes
neuronales C-BiLSTM. En este caso todos los entrenamientos se han hecho con 10 folds. La red neuronal C-
BiLSTM A-1 es la que tiene mayor especificidad de todas las que se presentan en el documento aunque es bastante
similar a la CNN A y C-LSTM A-1. La red neuronal C-BiLSTM B-1 es la más equilibrada siendo esta ligeramente
inferior a la CNN B en especificidad y ligeramente superior a la C-LSTM B-1 en sensibilidad. La red neuronal
C-BiLSTM C-1 tiene peor especificidad teniendo la misma sensibilidad que la C-BiLSTM B-1 y la red neuronal
C-BiLSTM D-1 tiene peor sensibilidad y especificidad que la C-BiLSTM C-1. Son test muy buenos como se puede
comprobar con las curvas ROC de la Figura 7.3, ya que siempre es superior al 94 %.
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Figura 7.3: Curvas ROC de los 10-Folds de Palencia con C-BiLSTM utilizando espectrograma normalizado en la detección de tos.
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SEN SPE AUC PPV/Precision NPV ACC
C-BiLSTM A-1 0,86±0,08 0,94±0,02 0,96±0,02 0,93±0,02 0,88±0,06 0,90±0,04

C-BiLSTM B-1 0,89±0,07 0,89±0,03 0,96±0,02 0,90±0,03 0,89±0,06 0,89±0,03

C-BiLSTM C-1 0,87±0,10 0,85±0,10 0,94±0,05 0,85±0,07 0,87±0,08 0,86±0,07

C-BiLSTM D-1 0,89±0,09 0,87±0,06 0,95±0,03 0,87±0,04 0,89±0,07 0,88±0,05

Tabla 7.3: Media±Desviación estándar de las métricas de los 10-folds de Palencia con C-BiLSTM utilizando espectrograma
normalizado en la detección de tos.

7.1.3. Rendimiento de las redes neuronales C-LSTM utilizando espectrograma de mel

En esta ocasión hemos realizado experimentos con cuatro arquitecturas diferentes de redes neuronales C-LSTM
alimentadas con espectrogramas de mel, descritas en la sección 6.1.4. Los resultados obtenidos en estas cuatro
redes neuronales se han agrupado en la Tabla 7.4, además en la Figura 7.4 se presentan las curvas ROC asociadas.

SEN SPE AUC PPV/Precision NPV ACC
C-LSTM A-2 3-Fold 0,75±0,09 0,86±0,04 0,89±0,04 0,84±0,03 0,78±0,06 0,81±0,05

C-LSTM A-2 5-Fold 0,76±0,11 0,85±0,06 0,89±0,04 0,84±0,04 0,79±0,07 0,81±0,04

C-LSTM A-2 10-Fold 0,79±0,11 0,87±0,05 0,91±0,05 0,86±0,05 0,81±0,08 0,83±0,06

C-LSTM B-2 3-Fold 0,77±0,12 0,86±0,02 0,90±0,05 0,85±0,04 0,79±0,09 0,82±0,06

C-LSTM B-2 5-Fold 0,77±0,13 0,88±0,05 0,91±0,04 0,87±0,04 0,80±0,08 0,82±0,05

C-LSTM B-2 10-Fold 0,80±0,11 0,87±0,06 0,92±0,04 0,87±0,04 0,82±0,08 0,84±0,05

C-LSTM C-2 3-Fold 0,81±0,10 0,87±0,02 0,91±0,04 0,86±0,03 0,82±0,08 0,84±0,05

C-LSTM C-2 5-Fold 0,82±0,11 0,82±0,12 0,90±0,02 0,83±0,08 0,83±0,07 0,82±0,03

C-LSTM C-2 10-Fold 0,78±0,13 0,87±0,07 0,91±0,04 0,86±0,05 0,81±0,09 0,83±0,05

C-LSTM D-2 3-Fold 0,74±0,07 0,87±0,01 0,89±0,03 0,85±0,01 0,77±0,05 0,81±0,04

C-LSTM D-2 5-Fold 0,70±0,12 0,88±0,02 0,88±0,04 0,86±0,02 0,75±0,08 0,79±0,05

C-LSTM D-2 10-Fold 0,73±0,20 0,91±0,03 0,90±0,07 0,88±0,03 0,79±0,11 0,82±0,10

Tabla 7.4: Media±Desviación estándar de las métricas de los k-folds de Palencia con C-LSTM utilizando espectrograma de mel
en la detección de tos.

Vamos a comenzar viendo los resultados que obtenemos al entrenar la primera red neuronal C-LSTM, deno-
minada C-LSTM A-2, que hemos visto en la Figura 6.12. En todos los casos la especificidad es superior al 85 %
y la sensibilidad es en torno al 8 % inferior por lo que el rendimiento de esta red notablemente más bajo a cuando
se alimenta con espectrograma normalizado, como en la sección 7.1.2. También se observa en dicha tabla que la
AUC es siempre superior al 89 %, lo que indica que es un test bueno, además en la Figura 7.4a se presentan las
curvas ROC asociadas.

A continuación vemos los resultados que obtenemos al entrenar la segunda red neuronal C-LSTM, denominada
C-LSTM B-2, que hemos visto en la Figura 6.13. En todos los casos la especificidad es superior al 86 % y la
sensibilidad es en torno al 9 % inferior, por lo que la especificidad que se obtiene con esta red es similar a cuando
se alimenta con espectrograma normalizado, como en la sección 7.1.2, pero la sensibilidad es notablemente más
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baja. También se observa en dicha tabla que la AUC es siempre superior al 90 %, lo que indica que es un test muy
bueno, además en la Figura 7.4b se presentan las curvas ROC asociadas.

Posteriormente vemos los resultados que obtenemos al entrenar la tercera red neuronal C-LSTM, denominada
C-LSTM C-2, que hemos visto en la Figura 6.14. En todos los casos la especificidad es superior al 82 % y la
sensibilidad es en torno al 5 % inferior, por lo que la especificidad que se obtiene con esta red es similar a cuando
se alimenta con espectrograma normalizado, como en la sección 7.1.2, pero la sensibilidad es sensiblemente más
baja. Podemos ver que esta red neuronal tiene la especificidad mas baja de las cuatro y la sensibilidad más alta.
Además como vimos con la anterior red podemos saber que es un test muy bueno, ya que, la AUC también es
siempre superior al 90 %, presentamos las curvas ROC asociadas en la Figura 7.4c.

Por último vemos los resultados que obtenemos al entrenar la cuarta red neuronal C-LSTM, denominada C-
LSTM D-2, que hemos visto en la Figura 6.15. En todos los casos la especificidad es superior al 88 % y la sensi-
bilidad es en torno al 16 % inferior, por lo que la especificidad que se obtiene con esta red es superior en un 6 %
a cuando se alimenta con espectrograma normalizado, como en la sección 7.1.2, pero la sensibilidad es sensible-
mente más baja, alrededor de 16 %. Con claridad se observa que esta red neuronal tiene la sensibilidad mas baja
de las cuatro y la mejor especificidad siempre superior al 87 %. Es un test bueno como se puede comprobar con las
curvas ROC de la Figura 7.4d, ya que siempre es superior al 88 %.
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(c) C-LSTM C-2
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(d) C-LSTM D-2

Figura 7.4: Curvas ROC de los k-folds de Palencia con C-LSTM utilizando espectrograma de mel en la detección de tos.
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7.1. Detección de tos utilizando validación cruzada

En esta ocasión vemos en la Tabla 7.5 los resultados que obtenemos al entrenar la redes neuronales C-LSTM
que hemos descrito en la sección 6.1.4 pero con capas LSTM bidireccionales por lo que en este caso son redes
neuronales C-BiLSTM. En este caso todos los entrenamientos se han hecho con 10 folds. En general la especifici-
dad es similar a cuando estas redes se alimentan con espectrograma normalizado, como en la sección 7.1.2, pero
la sensibilidad es notablemente inferior, en torno al 11 %. Podemos ver que la sensibilidad y especificidad en todas
las redes es similar, siendo A y C las mejores en sensibilidad, y en especificidad las redes C y D. Son test muy
buenos como se puede comprobar con las curvas ROC de la Figura 7.5a, ya que siempre es superior al 90 %.

SEN SPE AUC PPV/Precision NPV ACC
C-BiLSTM A-2 0,78±0,16 0,87±0,05 0,91±0,06 0,86±0,05 0,81±0,11 0,82±0,07

C-BiLSTM B-2 0,75±0,16 0,88±0,04 0,90±0,05 0,86±0,03 0,80±0,10 0,82±0,07

C-BiLSTM C-2 0,79±0,14 0,89±0,03 0,91±0,05 0,88±0,02 0,82±0,09 0,84±0,06

C-BiLSTM D-2 0,73±0,19 0,90±0,04 0,90±0,06 0,87±0,03 0,79±0,11 0,81±0,09

Tabla 7.5: Media±Desviación estándar de las métricas de los 10-folds de Palencia con C-BiLSTM utilizando espectrograma de
mel en la detección de tos.
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Figura 7.5: Curvas ROC de los 10-Folds de Palencia con C-BiLSTM utilizando espectrograma de mel y ventanas desplazadas en
la detección de tos.

7.1.4. Rendimiento de las redes neuronales C-LSTM utilizando ventanas desplazadas

En esta ocasión hemos realizado experimentos con cuatro arquitecturas diferentes de redes neuronales C-LSTM
alimentadas con ventanas desplazadas, descritas en la sección 6.1.5. Los resultados obtenidos en estas cuatro redes
neuronales se han agrupado en la Tabla 7.6, además en la Figura 7.6 se presentan las curvas ROC asociadas.

Vamos a comenzar viendo los resultados que obtenemos al entrenar la primera red neuronal C-LSTM, deno-
minada C-LSTM A-3, que hemos visto en la Figura 6.17. En todos los casos la especificidad es superior al 82 % y
la sensibilidad al 81 % inferior por lo que el rendimiento de esta red es un 8 % inferior en especificidad a cuando
se alimenta con espectrograma normalizado, como en la sección 7.1.2 y un 3 % inferior en sensibilidad. También
se observa en dicha tabla que la AUC es siempre superior al 91 %, lo que indica que es un test bueno, además en la
Figura 7.6a se presentan las curvas ROC asociadas.

Diego Pérez Alonso 107



Capítulo 7. Resultados y discusión

SEN SPE AUC PPV/Precision NPV ACC
C-LSTM A-3 3-Fold 0,81±0,11 0,86±0,01 0,91±0,04 0,85±0,01 0,82±0,08 0,83±0,05

C-LSTM A-3 5-Fold 0,84±0,09 0,82±0,04 0,91±0,02 0,83±0,02 0,85±0,07 0,83±0,03

C-LSTM A-3 10-Fold 0,86±0,12 0,83±0,06 0,93±0,04 0,84±0,04 0,87±0,09 0,85±0,05

C-LSTM B-3 3-Fold 0,82±0,09 0,87±0,01 0,92±0,04 0,86±0,01 0,83±0,07 0,84±0,05

C-LSTM B-3 5-Fold 0,85±0,08 0,81±0,08 0,92±0,02 0,82±0,05 0,85±0,06 0,83±0,02

C-LSTM B-3 10-Fold 0,84±0,12 0,85±0,05 0,92±0,04 0,85±0,04 0,85±0,08 0,85±0,05

C-LSTM C-3 3-Fold 0,79±0,18 0,75±0,13 0,87±0,05 0,77±0,06 0,81±0,13 0,77±0,05

C-LSTM C-3 5-Fold 0,82±0,08 0,83±0,03 0,90±0,03 0,83±0,01 0,83±0,06 0,83±0,03

C-LSTM C-3 10-Fold 0,80±0,14 0,82±0,06 0,90±0,04 0,82±0,04 0,82±0,09 0,81±0,06

C-LSTM D-3 3-Fold 0,85±0,09 0,85±0,04 0,93±0,03 0,85±0,02 0,85±0,08 0,85±0,03

C-LSTM D-3 5-Fold 0,83±0,09 0,86±0,06 0,92±0,03 0,86±0,04 0,84±0,06 0,85±0,03

C-LSTM D-3 10-Fold 0,83±0,14 0,87±0,04 0,93±0,04 0,87±0,03 0,85±0,09 0,85±0,06

Tabla 7.6: Media±Desviación estándar de las métricas de los k-folds de Palencia con C-LSTM utilizando ventanas desplazadas
en la detección de tos.

A continuación vemos los resultados que obtenemos al entrenar la segunda red neuronal C-LSTM, denominada
C-LSTM B-3, que hemos visto en la Figura 6.18. En todos los casos la especificidad es superior al 81 % y la
sensibilidad es bastante similar, por lo que la especificidad que se obtiene con esta red es alrededor de un 3 %
inferior a cuando se alimenta con espectrograma normalizado, como en la sección 7.1.2, y la sensibilidad es en
torno a un 5 % más baja. También se observa en dicha tabla que la AUC es siempre superior al 92 % como vimos
con la anterior red, lo que indica que también es un test muy bueno, además en la Figura 7.6b se presentan las
curvas ROC asociadas.
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(d) C-LSTM D-3

Figura 7.6: Curvas ROC de los k-folds de Palencia con C-LSTM utilizando ventanas desplazadas en la detección de tos.

Posteriormente vemos los resultados que obtenemos al entrenar la tercera red neuronal C-LSTM, denominada
C-LSTM C-3, que hemos visto en la Figura 6.19. En todos los casos la especificidad es superior al 75 % y la
sensibilidad es bastante similar, por lo que la especificidad y sensibilidad que se obtienen con esta red son alrededor
de un 6 % inferior a cuando se alimenta con espectrograma normalizado, como en la sección 7.1.2. Con claridad se
observa que de las cuatro redes neuronales esta es la que tiene la sensibilidad y especificidad mas bajas. Además
podemos saber que es un test bueno, ya que, la AUC es siempre superior al 87 %, presentamos las curvas ROC
asociadas en la Figura 7.6c.

Por último vemos los resultados que obtenemos al entrenar la cuarta red neuronal C-LSTM, denominada C-
LSTM D-3, que hemos visto en la Figura 6.20. En todos los casos la especificidad es superior al 85 % y la sensibi-
lidad es bastante similar, por lo que la especificidad que se obtiene con esta red es superior en un 4 % a cuando se
alimenta con espectrograma normalizado, como en la sección 7.1.2, pero la sensibilidad es ligeramente más baja,
alrededor de 5 %. Es un test muy bueno como se puede comprobar con las curvas ROC de la Figura 7.6d, ya que
siempre es superior al 92 %.

En esta ocasión vemos en la Tabla 7.7 los resultados que obtenemos al entrenar la redes neuronales C-LSTM
que hemos descrito en la sección 6.1.5 pero con capas LSTM bidireccionales por lo que en este caso son redes
neuronales C-BiLSTM. En este caso todos los entrenamientos se han hecho con 10 folds. Salvo la red C-BiLSTM
D-3, en el resto de redes la especificidad es inferior a cuando estas redes se alimentan con espectrograma norma-
lizado, como en la sección 7.1.2, siendo alrededor de un 4 % inferior. La sensibilidad sin embargo es más baja en
todos los casos en torno a un 6 % inferior. Podemos ver que la sensibilidad y especificidad en todas las redes es
similar, siendo C la peor en sensibilidad y especificidad. Son test buenos como se puede comprobar con las curvas
ROC de la Figura 7.5b, ya que siempre es superior al 89 %.

SEN SPE AUC PPV/Precision NPV ACC
C-BiLSTM A-3 0,82±0,14 0,84±0,07 0,91±0,05 0,84±0,04 0,84±0,10 0,83±0,06

C-BiLSTM B-3 0,82±0,13 0,87±0,04 0,93±0,04 0,86±0,03 0,84±0,09 0,84±0,05

C-BiLSTM C-3 0,79±0,16 0,81±0,07 0,89±0,05 0,81±0,04 0,81±0,10 0,80±0,07

C-BiLSTM D-3 0,83±0,10 0,89±0,05 0,93±0,04 0,88±0,04 0,85±0,08 0,86±0,05

Tabla 7.7: Media±Desviación estándar de las métricas de los 10-folds de Palencia con C-BiLSTM utilizando ventanas desplazadas
en la detección de tos.
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7.2. Clasificación de toses utilizando matrices de confusión

En esta sección buscamos clasificar clips de tos de la base de datos COUGHVID [373] en distintos tipos de
toses. En el primer caso clasificamos las toses en COVID-19, que tiene síntomas pero sin diagnóstico (sintomático),
o que está sano (saludable) y en el segundo caso en tos húmeda (productiva) o tos seca.

A continuación vamos a visualizar el desempeño de tres redes neuronales de tipo C-BiLSTM, que hemos
descrito en la sección 6.2, mediante la herramienta de la matriz de confusión permitiéndonos ver qué tipos de
aciertos y errores está teniendo nuestro modelo a la hora de pasar por el proceso de aprendizaje con los datos. Los
datos de entrada a estos modelos de redes neuronales son espectrogramas normalizados y espectrogramas de mel.

7.2.1. Clasificar tos de pacientes positivos para COVID-19 de tos de pacientes negativos
para COVID-19

En este caso buscamos clasificar toses de tres tipos pacientes, positivos para COVID-19, sintomáticos para
COVID-19 y sanos. Tenemos 1010 clips de tos para cada uno de los tipos de pacientes por lo que tenemos 3030
clips de tos en total, de los cuales se usará el 75 % (2272) para el entrenamiento de las C-BiLSTM y el 25 % (758)
para el test.

Mostramos a continuación la matriz de confusión de la Tabla 7.8 que nos ofrece la red neuronal ilustrada en la
Figura 6.24, la matriz de confusión de la Tabla 7.9 que nos ofrece la red neuronal ilustrada en la Figura 6.25 y la
matriz de confusión de la Tabla 7.10 que nos ofrece la red neuronal ilustrada en la Figura 6.12.

Etiqueta\Predicción COVID-19 Saludable Sintomático
COVID-19 65 54 142

Saludable 60 41 156

Sintomático 55 32 153

Tabla 7.8: Matriz de confusión utilizando C-BiLSTM sin transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos COVID-19.

Etiqueta\Predicción COVID-19 Saludable Sintomático
COVID-19 101 104 41

Saludable 102 119 30

Sintomático 101 125 35

Tabla 7.9: Matriz de confusión utilizando C-BiLSTM con transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos COVID-19.

Etiqueta\Predicción COVID-19 Saludable Sintomático
COVID-19 0 0 256

Saludable 0 0 265

Sintomático 0 0 237

Tabla 7.10: Matriz de confusión utilizando C-BiLSTM alimentada con espectrogramas de mel para la clasificación de tos COVID-
19.
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7.2.2. Clasificar tos de pacientes positivos para COVID-19 de tos de pacientes sanos

En este caso buscamos clasificar toses de dos tipos pacientes, positivos para COVID-19 y sanos. Tenemos 1010
clips de tos para cada uno de los tipos de pacientes por lo que tenemos 2020 clips de tos en total, de los cuales se
usará el 75 % (1515) para el entrenamiento de las C-BiLSTM y el 25 % (505) para el test.

Mostramos a continuación la matriz de confusión de la Tabla 7.11 que nos ofrece la red neuronal ilustrada en
la Figura 6.24, la matriz de confusión de la Tabla 7.12 que nos ofrece la red neuronal ilustrada en la Figura 6.25 y
la matriz de confusión de la Tabla 7.13 que nos ofrece la red neuronal ilustrada en la Figura 6.12.

Etiqueta\Predicción COVID-19 Saludable
COVID-19 108 150

Saludable 90 157

Tabla 7.11: Matriz de confusión utilizando C-BiLSTM sin transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos COVID-19 frente a pacientes sanos, alcanza un 52,48 % de exactitud.

Etiqueta\Predicción COVID-19 Saludable
COVID-19 230 25

Saludable 230 20

Tabla 7.12: Matriz de confusión utilizando C-BiLSTM con transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos COVID-19 frente a pacientes sanos.

Etiqueta\Predicción COVID-19 Saludable
COVID-19 0 261

Saludable 1 243

Tabla 7.13: Matriz de confusión utilizando C-BiLSTM alimentada con espectrogramas de mel para la clasificación de tos COVID-19
frente a pacientes sanos.

7.2.3. Clasificar tos de pacientes positivos para COVID-19 de tos de pacientes sintomáti-
cos para COVID-19

En este caso buscamos clasificar toses de dos tipos pacientes, positivos para COVID-19 y sintomáticos para
COVID-19. Tenemos 1010 clips de tos para cada uno de los tipos de pacientes por lo que tenemos 2020 clips de
tos en total, de los cuales se usará el 75 % (1515) para el entrenamiento de las C-BiLSTM y el 25 % (505) para el
test.

Mostramos a continuación la matriz de confusión de la Tabla 7.14 que nos ofrece la red neuronal ilustrada en
la Figura 6.24, la matriz de confusión de la Tabla 7.15 que nos ofrece la red neuronal ilustrada en la Figura 6.25 y
la matriz de confusión de la Tabla 7.16 que nos ofrece la red neuronal ilustrada en la Figura 6.12.
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Etiqueta\Predicción COVID-19 Sintomático
COVID-19 163 89

Sintomático 122 131

Tabla 7.14: Matriz de confusión utilizando C-BiLSTM sin transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos COVID-19 frente a pacientes sintomáticos, alcanza un 58,21 % de exactitud.

Etiqueta\Predicción COVID-19 Sintomático
COVID-19 46 208

Sintomático 52 199

Tabla 7.15: Matriz de confusión utilizando C-BiLSTM con transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos COVID-19 frente a pacientes sintomáticos.

Etiqueta\Predicción COVID-19 Sintomático
COVID-19 0 253

Sintomático 0 252

Tabla 7.16: Matriz de confusión utilizando C-BiLSTM alimentada con espectrogramas de mel para la clasificación de tos COVID-19
frente a pacientes sintomáticos.

7.2.4. Clasificar tos húmeda (productiva) y tos seca
En este caso buscamos clasificar toses de dos tipos, seca y húmeda (productiva). Tenemos 473 clips de tos para

cada uno de los tipos por lo que tenemos 946 clips de tos en total, de los cuales se usará el 75 % (709) para el
entrenamiento de las C-BiLSTM y el 25 % (237) para el test.

Mostramos a continuación la matriz de confusión de la Tabla 7.17 que nos ofrece la red neuronal ilustrada en
la Figura 6.24, la matriz de confusión de la Tabla 7.18 que nos ofrece la red neuronal ilustrada en la Figura 6.25 y
la matriz de confusión de la Tabla 7.19 que nos ofrece la red neuronal ilustrada en la Figura 6.12.

Etiqueta\Predicción Seca Húmeda (productiva)
Seca 110 0

Húmeda (productiva) 127 0

Tabla 7.17: Matriz de confusión utilizando C-BiLSTM sin transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos húmeda (productiva) frente a tos seca.

Etiqueta\Predicción Seca Húmeda (productiva)
Seca 92 21

Húmeda (productiva) 92 32

Tabla 7.18: Matriz de confusión utilizando C-BiLSTM con transfer learning alimentada con espectrogramas normalizados para la
clasificación de tos húmeda (productiva) frente a tos seca, alcanza un 52,32 % de exactitud.
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Etiqueta\Predicción Seca Húmeda (productiva)
Seca 124 0

Húmeda (productiva) 113 0

Tabla 7.19: Matriz de confusión utilizando C-BiLSTM alimentada con espectrogramas de mel para la clasificación de tos húmeda
(productiva) frente a tos seca.

7.3. Discusión
En este apartado presentamos el rendimiento de los modelos propuestos por los artículos revisados en el capí-

tulo 5, junto con un breve resumen para poder compararlos con nuestros resultados.

7.3.1. Detección de tos
Primero mostramos en la tabla 7.20 el rendimiento de la aplicación evaluada en la sección 5.1.1.

Referencia Entrenado
Sensibilidad ( %) FP/h Sensibilidad ( %) FP/h

App con clasificador K-NN [296] 61,56±18,36 19±12 80,63±15,26 16±5

Tabla 7.20: Rendimiento de la aplicación desarrollada en el grupo de investigación LPI.

Podemos observar que, al incorporar el módulo de auto-formación, el rendimiento se incrementa significativa-
mente, pero no llega a los métodos examinados posteriormente, los cuales no están integrados en una aplicación
móvil.

A continuación, mostramos al comienzo de la tabla 7.21 el rendimiento de los mejores modelos presentados en
la sección 7.1 y posteriormente el rendimiento de los modelos evaluados en la sección 5.2.

SEN SPE AUC PPV NPV ACC
CNN A 5-Fold 0,85±0,05 0,93±0,02 0,95±0,01 0,92±0,02 0,86±0,03 0,89±0,02

CNN A 10-Fold 0,86±0,01 0,93±0,04 0,96±0,03 0,92±0,03 0,87±0,08 0,89±0,05
CNN B 5-Fold 0,91±0,03 0,87±0,05 0,96±0,01 0,88±0,04 0,90±0,02 0,89±0,02

CNN B 10-Fold 0,89±0,08 0,90±0,04 0,96±0,03 0,90±0,04 0,89±0,07 0,89±0,04
C-LSTM A-1 3-Fold 0,88±0,04 0,92±0,03 0,96±0,02 0,91±0,03 0,89±0,04 0,90±0,03
C-LSTM A-1 5-Fold 0,87±0,04 0,90±0,04 0,95±0,01 0,90±0,04 0,87±0,03 0,89±0,02
C-LSTM A-1 10-Fold 0,87±0,08 0,93±0,02 0,96±0,02 0,93±0,02 0,88±0,06 0,90±0,04
C-LSTM B-1 10-Fold 0,88±0,08 0,89±0,04 0,96±0,02 0,89±0,04 0,89±0,07 0,89±0,04

C-BiLSTM A-1 10-Fold 0,86±0,08 0,94±0,02 0,96±0,02 0,93±0,02 0,88±0,06 0,90±0,04
C-BiLSTM B-1 10-Fold 0,89±0,07 0,89±0,03 0,96±0,02 0,90±0,03 0,89±0,06 0,89±0,03

XGBoost [2] 0,78±0,10 0,95±0,08 0,96±0,03 0,95±0,07 - -
Deep BiLSTM [289] 0,748 0,998 - 0,788 0,997 0,995

C-BiLSTM [289] 0,828 0,998 - 0,807 0,998 0,996
C-BiLSTM con regresión

de límites [289] 0,841 0,998 - 0,841 0,998 0,996

CNNs con espectrograma
de Mel (Escenario 1) [24] 0,92±0,03 0,87±0,03 0,95 0,89±0,03 0,90±0,04 0,89±0,02

CNNs con bagging
(Escenario 1) [24] 0,92±0,03 0,90±0,04 0,96 0,92±0,03 0,90±0,04 0,91±0,02
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Continuación de la Tabla 7.21
SEN SPE AUC PPV NPV ACC

CNNs con espectrograma
de Mel (Escenario 2) [24] 0,87±0,06 0,06±0,07 - 0,89±0,07 0,82±0,11 0,86±0,02

CNNs con bagging
(Escenario 2) [24] 0,87±0,07 0,91±0,05 - 0,93±0,05 0,81±0,10 0,88±0,03

Tabla 7.21: Comparación de los modelos de detección de audios con tos propuestos en este trabajo con los analizados en la
literatura científica.

El criterio para seleccionar los mejores modelos de nuestro estudio fue que la exactitud obtenida fuera supe-
rior al 89 %. Debido a esta restricción, solo se muestran redes que se han entrenado utilizando el espectrograma
normalizado expuestas en la sección 7.1.2.

En el caso de las redes expuestas en la sección 7.1.3, que se han alimentado utilizando el espectrograma de mel,
la exactitud más alta es de 84 % y en el caso de las expuestas en la sección 7.1.4, donde se han utilizado ventanas
desplazadas, la exactitud más alta alcanza el 86 %.

Respecto a los modelos evaluados en la sección 5.2 vemos que el detector de tos a partir de características de
audio usando un clasificador XGBoost [2] tiene una especificidad un 1 % superior a nuestro modelo C-BiLSTM A
10-Fold, pero la sensibilidad es un 8 % inferior, por lo que se puede apreciar que nuestro modelo tiene un rendi-
miento general superior. Este estudio empleó 215 grabaciones seleccionadas al azar de la base de datos COUGH-
VID, que contiene más de 25000 grabaciones de tos, con un procedimiento deCV k-fold anidado para evaluar el
rendimiento.

En el caso de la red C-BiLSTM con regresión de límites [289] alimentada con características extraídas con
MFCC de 13 dimensiones y la primera y segunda derivadas temporales, tiene una especificidad un 6 % superior
a nuestro modelo C-BiLSTM A 10-Fold pero la sensibilidad es un 2 % inferior, por lo que es un modelo más
desequilibrado que el nuestro, con una especificidad cercana al 100 %. Lo que resulta en que si tiene un resultado
positivo podemos confirmar que el audio contiene una tos. Este estudio empleó 9969 muestras de tos realista de
42 pacientes distintos y el rendimiento fue evaluado mediante un procedimiento 3-fold con datos de prueba no
superpuestos de 10 pacientes.

El artículo de [24] presenta una investigación sobre la detección de tos con 6737 muestras de tos, 3985 de
risa, 3695 de carraspeo, 731 de habla y 443 de expiración forzada de audio, obtenidas de 43 participantes sanos.
De ellos, 27 se usaron para entrenar una red CNN que recibía espectrogramas de mel como entrada y se evaluó
con datos no superpuestos de prueba de 11 participantes. Como estas grabaciones se hicieron simultáneamente
en un conjunto de cinco dispositivos, utilizaron el método de conjunto de embolsado (bagging). En el Escenario
1, el entrenamiento se hizo en todos los dispositivos y se probó en participantes no conocidos, mientras que en el
Escenario 2, el entrenamiento se hizo en todos los dispositivos menos en el que se indicó como nombre de columna
y luego se probó en las grabaciones del dispositivo desconocido con participantes no vistos.

Podemos ver que el escenario 1 ofrece mejores resultados que el escenario 2 y también mejora los resultados
cuando se utiliza la técnica de bagging, por lo que nos centraremos en el rendimiento de las CNNs con bagging. En
este caso vemos que la sensibilidad es un 1 % superior a la de nuestro modelo CNN B 5-Fold y también tiene una
especificidad un 3 % superior, por lo que es claramente mejor que este modelo. Con respecto a nuestro modelo con
mayor especificidad, vemos que el modelo C-BiLSTM A 10-Fold tiene una sensibilidad que es un 6 % inferior y
una especificidad un 4 % superior. También se puede observar que este estudio tiene la limitación evidente de que
solo se emplearon toses voluntarias para evaluar el desempeño de los distintos enfoques.

Otra limitación de los estudios analizados es el entorno en el que se grabaron las toses, que restringe la gene-
ralización de las métricas de rendimiento. En el primer estudio se usaron toses donadas por los participantes que
quisieron colaborar, por lo que el entorno sería con poco ruido. En el segundo caso se usaron toses reflejas grabadas
en el hospital de Tongji (China), por lo que sí que es un entorno realista pero también de bajo ruido. Finalmente,
en el tercer estudio se usaron toses voluntarias grabadas en un entorno de laboratorio, por lo que no se sabe si
se obtendrían los mismos patrones de rendimiento en entornos que se parecen a la vida diaria de los usuarios, a
diferencia de nuestra base de datos.
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7.3.2. Clasificación de tos
A continuación mostramos las Tablas 7.22 y 7.23, que resumen el rendimiento de los modelos evaluados en la

sección 5.3 sobre la identificación de COVID-19 a partir de audios de tos. Podemos ver que estos resultados son
ampliamente mejores que el rendimiento que obtenemos en los modelos presentados en la sección 7.2.

El paper de [290] utilizó cinco conjuntos de datos con un total de 813 grabaciones de audio de tos. De estas,
346 toses eran de COVID-19 (C), 346 toses eran negativas de COVID-19 sin tos (N), 101 toses eran no COVID-19
con tos inespecífica como síntoma (NC), 20 toses eran sin COVID-19 con tos ferina (PT) y el último conjunto era la
suma de los sujetos que no eran COVID-19 (NNC). De estos audios de tos se extrajeron características cuyo número
posteriormente se redujo a través de los métodos de eliminación recursiva de características (RFE) y utilizando un
autoencoder. Finalmente, se implementaron los modelos supervisados más populares en la clasificación de la tos,
pero con diferencia el de mejor rendimiento fue RF con RFE, cuyos resultados vemos en la Tabla 7.22.

SEN SPE AUC PPV/Precision ACC F-score
C vs. N 93,81 % 81,54 % 96,04 % 90,97 % 89,79 % 92,10 %

C vs. NC 95,49 % 76,09 % 92,53 % 88,42 % 88,79 % 91,79 %
C vs. NNC 85,96 % 85,09 % 89,65 % 85,14 % 85,53 % 85,58 %
C vs. PT 98,91 % 72,00 % 95,67 % 95,20 % 94,81 % 97,00 %

Tabla 7.22: Métricas obtenidas con bosque aleatorio (RF) con eliminación recursiva de características (RFE) en la clasificación
de tos con COVID-19 en el estudio de Alberto Tena y colaboradores [290]

Mientras que en el artículo de [339] utilizaron un conjunto de datos que consta de 496 toses, de las cuales 249
corresponden a 82 participantes infectados y 247 a participantes no infectados. El número de toses por participante
oscila entre 2 y 5. Se aplicaron cuatro métodos de extracción de características a los audios: GeMaps, eGeMaps,
ComParE y wavelet scaterring. Los dos primeros métodos no fueron efectivos y no se realizó ninguna reducción de
características debido al bajo número de características. En los dos últimos casos, se seleccionaron el 1 % y el 10 %
de las características más relevantes según el criterio de información mutua para los métodos ComParE y wavelet
scaterring, respectivamente. Se entrenaron cuatro modelos de clasificación alimentados con las características
extraídas: un bosque aleatorio (RF) con 250 árboles, dos clasificadores basados en árboles de decisión con técnicas
de boosting y bagging con 250 árboles de profundidad máxima cuatro y un MLP que obtuvo malos resultados. Se
utilizó una validación cruzada estratificada de 5 veces para evaluar los modelos, asegurando que las toses del mismo
hablante no se mezclaran entre el conjunto de entrenamiento y el de prueba. Además, se intentaron usar modelos
VGGish [362] y OpenL3 [363] para obtener incrustaciones de audio profundas, pero estos modelos también fueron
ineficaces.

RF [339] bagging [339] Boosting [339] CNN con biomarcadores [291]
ComParE Wavelet ComParE Wavelet ComParE Wavelet MFCC

ACC 87,31 % 87,50 % 87,12 % 84,92 % 82,70 % 88,52 % 97,1 %
SEN 87,37 % 86,94 % 83,71 % 88,75 % 78,79 % 87,19 % 98,5 %
SPE 87,72 % 87,74 % 90,87 % 81,06 % 87,33 % 89,82 % 94,2 %

Tabla 7.23: Métricas obtenidas en la clasificación de tos con COVID-19 en los estudios de Vladimir Despotovic [339] y Jordi
Laguarta [291]

Finalmente, en la investigación de [291], el conjunto de datos usado incluye grabaciones de audio de tos
de duración variable de 2660 sujetos positivos de COVID-19 y una proporción de 1-10 de sujetos positivos a
control (con un promedio de 3 toses por sujeto), acompañadas de un conjunto de 10 preguntas. Se usaron los
audios de tos forzada de 4256 sujetos (80 %) para entrenamiento y 1064 (20 %) para validación. Cada grabación
de tos se procesa con el paquete MFCC y se pasa a través del biomarcador 1 (Degradación Muscular). Después,
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alimenta la arquitectura de CNNs que se compone de tres ResNet-50 en paralelo, entrenadas previamente para
capturar características acústicas en los biomarcadores 2 (Cuerdas vocales), 3 (Sentimiento) y 4 (Pulmones y vías
respiratorias). A la salida de estos tres tensores concatenados se agrupa utilizando una capa 2D de agrupación
promedio global, seguida de una MLP. El conjunto de sujetos diagnosticados con una prueba oficial obtuvo un
AUC de 0,97.
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Capítulo 8

CONCLUSIONES Y LÍNEAS FUTURAS

En este capítulo se presentan las conclusiones principales que se han obtenido a partir del desarrollo y la
evaluación del trabajo realizado, así como las líneas futuras de investigación que se plantean para continuar y
mejorar el proyecto. Se trata de un resumen crítico y reflexivo de los objetivos, la metodología, los resultados y
las aportaciones del trabajo, así como de las limitaciones y dificultades encontradas. También se proponen algunas
ideas y sugerencias para ampliar el alcance y la aplicabilidad del trabajo en el futuro.

8.1. Conclusiones

El objetivo principal de este trabajo fin de máster fue proponer y desarrollar un método de audición de máquina
basado en el aprendizaje profundo para la segmentación robusta de eventos de audio de tos.

Hemos usado los mismos datos preprocesados de varias maneras para entrenar distintas redes neuronales y he-
mos visto que las capas LSTM o BiLSTM pueden mejorar un poco el rendimiento pero no son determinantes, sin
embargo se nota una diferencia significativa al usar los espectrogramas normalizados como método de preproce-
sado, con los que se logra una precisión máxima del 90 % superando a las ventanas desplazadas con una precisión
máxima del 86 % y a los espectrogramas de mel con una precisión máxima del 84 %.

El método propuesto se ha probado en distintos escenarios y condiciones acústicas, usando una base de datos
con toses reflejas de veinte pacientes que seguían su rutina normal, con un smartphone en sus bolsillos o bolsos,
para obtener toses reflejas registradas de ambientes reales y ruidosos que complican la detección de la tos. Esto
significa que el método es robusto al ruido, la reverberación y debido a que otras personas del entorno entraban en
las grabaciones también es robusto a la variabilidad inter e intra hablante.

Nuestro sistema de detección de tos propuesto es capaz de detectar los eventos de tos con una alta precisión
y una baja tasa de falsos positivos, alcanzando un rendimiento comparable a los métodos del estado del arte
analizados en este estudio. También evaluamos su capacidad de generalización con una estrategia de validación
cruzada.

Nuestro sistema facilita una monitorización del paciente más cómoda y menos invasiva, que puede ayudar a los
pacientes a controlar sus síntomas de tos. Además, nuestro sistema puede apoyar la evaluación de tratamientos
y el conocimiento clínico de los patrones de tos. Para este fin, se pueden detectar y analizar los patrones de
audio de la tos. Finalmente, los sistemas nacionales de salud y las economías también se verían favorecidas con
una disminución de las hospitalizaciones y un aumento de la productividad. Los resultados obtenidos muestran
que las redes neuronales pueden ser una herramienta útil para encontrar patrones en espectrogramas logarítmicos
normalizados y distinguir así si el audio tiene una tos o no.

También tenemos otro objetivo que es el sistema de clasificación de audios de tos buscando detectar por tipo
de tos (productiva y no productiva) y por enfermedad subyacente (pacientes sanos, pacientes sintomáticos sin
COVID-19 y positivos para COVID-19). En este caso usamos la base de datos COUGHVID donde encontramos
946 clips de tos para alimentar la red que busca distinguir los tipo de tos y 3030 clips de tos para alimentar la red
que busca distinguir estas toses según la enfermedad subyacente. En este caso los resultados de clasificación de
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audios con tos no fueron buenos.
En el contexto de estos resultados, este trabajo representa un paso más hacia algoritmos de detección de tos

escalables, de bajo costo, ubicuos y precisos.

8.2. Lı́neas futuras
Con el objetivo de continuar y mejorar el trabajo realizado en este estudio se podría ampliar el conjunto de datos

utilizado para entrenar y evaluar el método propuesto, incluyendo más muestras de tos de diferentes hablantes,
géneros, edades y patologías, así como más tipos y niveles de ruido y reverberación.

Esto es posible gracias a las bases de datos publicas como es el caso de COUGHVID. Aunque estas bases de
datos no aseguran que todos los audios contengan una tos, en algunos casos no hay tos y en otros hay varias por lo
que para utilizar este tipo de bases de datos publicas para la deteccion de tos se debería hacer un cribado manual
en el que se eliminen los audios sin tos y se dividan los audios con varias toses.

Dado que la voz contiene información tanto lingüística como paralingüística (e.g., tono vocal, entonación, ve-
locidad del habla, volumen), existe un interés creciente en la anonimización de la voz para preservar la privacidad
y la identidad del hablante. Esto abre una nueva posibilidad para aplicar data augmentation mediante el uso de
la anonimización de voz [379] que puede ser más efectiva que el data augmentation tradicional basado en trans-
formaciones de la representación temporal o de frecuencia de la señal; los métodos representativos pueden incluir
cambios de tono [380] o enmascaramiento de frecuencia [381] con las herramientas de TensorFlow I/O [37].

Otra posibilidad de data augmentation es aplicar la reducción de ruido mediante métodos propios o utilizando
Audacity v2.4.2 [342] para eliminar el ruido de fondo [339]. Sin embargo, se debe tener en cuenta que la reducción
de ruido puede afectar a la calidad y a la información paralingüística de la voz, por lo que se recomienda usarla
con precaución.

El aprendizaje por transferencia también es otra línea de exploración con redes preentrenadas como VGGish
[362] y OpenL3 [363] o con codificadores de código abierto como Lyra [182] y EnCodec [183].

También puede resultar interesante explorar otras arquitecturas y técnicas de aprendizaje profundo para mejorar
la capacidad de generalización y adaptación del método propuesto, como por ejemplo utilizando embeddings para
alimentar transformers con arquitecturas similares a ViT o Swin-T.

Además se podría desarrollar una interfaz gráfica de usuario que facilite el uso del método propuesto por parte
de los usuarios finales, como médicos, enfermeros, pacientes o investigadores, como en el caso de SmartCough
[296].

Con respecto al estudio sobre detección de enfermedades subyacentes mediante el análisis de los sonidos de
tos. Podía aumentar la base de datos capturando diferentes sonidos que no son solo tos y que pueden ayudar a
entrenar mejores clasificadores. Esto lo hace el estudio CDCVA de [339] donde se usan cinco tareas vocales: decir
/aaaa/ de forma sostenida, toser (3 veces), respirar hondo por la boca (3 veces), contar del 1 al 20 y leer un texto
específico.

Además de los sonidos vocales, también se recopila información sobre las características personales, los hábitos
y los síntomas de los participantes, así como las comorbilidades relacionadas con COVID-19. De esta forma, se
añade información contextual y semántica al método propuesto, como el tipo y la duración de la tos, el estado de
salud del hablante, el ambiente acústico y la presencia de otros sonidos o voces.
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Apéndice A

CÓDIGO

A.1. Código de las CNN
Vamos a ver el código de las CNNs cuyos resultados vemos en la sección 7.1.1. Primero comenzamos con el

código de la red neuronal convolucional A que describimos en la sección 6.1.2.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 256, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add((Flatten()))
model.add(Dense(512, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación vemos el código de la red neuronal convolucional B que describimos en la sección 6.1.2.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
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input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((Conv2D(filters = 256, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add((Flatten()))
model.add(Dense(512, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A.2. Código de las C-LSTM

A.2.1. Código de las C-LSTM utilizando espectrograma normalizado
Presentamos el código de las primeras redes neuronales C-LSTM que hemos llevado a estudio y cuyos resul-

tados observamos en la sección 6.1.3. El código de la C-LSTM que vemos a continuación es el de la C-LSTM A,
la cual describimos en la sección 6.1.3.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add(Reshape((4*11, 128)))
model.add(LSTM(128, return_sequences=True))
model.add(LSTM(128, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])
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return model

El código que presentamos a continuación es de la C-LSTM B. Esta segunda red neuronal que hemos llevado
a estudio es descrita en la sección 6.1.3.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add(Reshape((4*11, 128)))
model.add(LSTM(128, return_sequences=True))
model.add(LSTM(128, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

Observamos ahora el código de la C-LSTM C que es la tercera red neuronal que hemos llevado a estudio y se
ha descrito en la sección 6.1.3.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (7, 1),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1

model.add((Conv2D(filters = 64, kernel_size = (7, 1), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2

model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))

model.add(Reshape((1*25, 128)))
model.add(LSTM(100, return_sequences=True))
model.add(LSTM(100, return_sequences=True))
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model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

Se presenta a continuación el código de la cuarta red neuronal que hemos llevado a estudio, que es la C-LSTM
D:

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (1, 7),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1

model.add((Conv2D(filters = 64, kernel_size = (1, 5), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2

model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #3
model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))

model.add(Reshape((2*7, 128)))
model.add(LSTM(100, return_sequences=True))
model.add(LSTM(100, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A.2.2. Código de las C-LSTM utilizando espectrograma de mel
A continuación se presenta el código de la primera red neuronal que hemos llevado a estudio, que es la C-LSTM

A:

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
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activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add(Reshape((1*36, 128)))
model.add(LSTM(128, return_sequences=True))
model.add(LSTM(128, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación se presenta el código de la segunda red neuronal que hemos llevado a estudio, que es la C-
LSTM B:

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add(Reshape((1*36, 128)))
model.add(LSTM(128, return_sequences=True))
model.add(LSTM(128, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación se presenta el código de la tercera red neuronal que hemos llevado a estudio, que es la C-LSTM
C:
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def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (7, 1),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))

model.add((Conv2D(filters = 64, kernel_size = (3, 1), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))

model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))

model.add(Reshape((2*158, 128)))
model.add(LSTM(100, return_sequences=True))
model.add(LSTM(100, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación se presenta el código de la cuarta red neuronal que hemos llevado a estudio, que es la C-LSTM
D:

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (1, 7),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))

model.add((Conv2D(filters = 64, kernel_size = (1, 5), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2

model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))

model.add(Reshape((3*69, 128)))
model.add(LSTM(100, return_sequences=True))
model.add(LSTM(100, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
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optimizer=’adamax’,
metrics=[’accuracy’])

return model

A.2.3. Código de las C-LSTM utilizando ventanas desplazadas
A continuación se presenta el código de la primera red neuronal que hemos llevado a estudio.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add(Reshape((7*30, 128)))
model.add(LSTM(128, return_sequences=True))
model.add(LSTM(128, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación se presenta el código de la segunda red neuronal que hemos llevado a estudio.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (2, 2),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add(Reshape((7*30, 128)))
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model.add(LSTM(128, return_sequences=True))
model.add(LSTM(128, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación se presenta el código de la tercera red neuronal que hemos llevado a estudio.

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (7, 1),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1

model.add((Conv2D(filters = 64, kernel_size = (7, 1), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #3

model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 1), activation=’relu’)))

model.add(Reshape((1*31, 128)))
model.add(LSTM(100, return_sequences=True))
model.add(LSTM(100, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A continuación se presenta el código de la cuarta red neuronal que hemos llevado a estudio, que es la C-LSTM
D:

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (1, 7),
activation=’relu’,
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input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1

model.add((Conv2D(filters = 64, kernel_size = (1, 5), activation=’relu’)))
model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2

model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #3
model.add((Conv2D(filters = 128, kernel_size = (3, 3), activation=’relu’)))

model.add(Reshape((5*26, 128)))
model.add(LSTM(100, return_sequences=True))
model.add(LSTM(100, return_sequences=True))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A.3. Código de las C-BiLSTM

A.3.1. Código de las C-BiLSTM utilizando espectrograma normalizado
Esta red neuronal C-BiLSTM utilizada para la base de datos COUGHVID sin transfer learning es similar a la

C-LSTM D con entrada de tamaño (89, 100) por lo que la capa Reshape es (9*11, 128):

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (1, 7),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2))))
model.add(Reshape((9*11, 128)))
model.add(Bidirectional(LSTM(128, return_sequences=True)))
model.add(Bidirectional(LSTM(128, return_sequences=True)))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
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model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

Esta red neuronal C-BiLSTM utilizada para la base de datos COUGHVID con transfer learning utilizando
como base la C-BiLSTM A:

def get_model():
base_model = load_model(’./TosVSNoTosPalencia1sKFold_Espectrograma_C-BiLSTM/Prueba A/K10Fold/model-0.hdf5’)

model = Sequential()
model.add((Conv2D(filters = 32, kernel_size = (10, 1),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((Conv2D(filters = 32, kernel_size = (10, 1), activation=’relu’)))
model.add((Conv2D(filters = 32, kernel_size = (10, 1), activation=’relu’)))
model.add((Conv2D(filters = 32, kernel_size = (10, 1), activation=’relu’)))
model.add((Conv2D(filters = 32, kernel_size = (9, 1), activation=’relu’)))
for layer in base_model.layers[1:-1]:
model.add(layer)
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

for layer in model.layers[5:-5]:
layer.trainable = False

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model

A.3.2. Código de las C-BiLSTM utilizando espectrograma de mel
Esta red neuronal C-BiLSTM utilizada para la base de datos COUGHVID sin transfer learning es similar a la

C-LSTM D con entrada de tamaño (16, 158):

def get_model():
model = Sequential()

model.add((Conv2D(filters = 32, kernel_size = (1, 7),
activation=’relu’,
input_shape=(img_rows, img_cols, 1))))
model.add((MaxPooling2D (pool_size = (2,2)))) #1
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 32, kernel_size = (2, 2), activation=’relu’)))
model.add((MaxPooling2D (pool_size = (2,2)))) #2
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model.add((Dropout(0.1)))
model.add((Conv2D(filters = 64, kernel_size = (2, 2), activation=’relu’)))
model.add((Dropout(0.1)))
model.add((Conv2D(filters = 128, kernel_size = (2, 2), activation=’relu’)))
model.add(Reshape((1*36, 128)))
model.add(Bidirectional(LSTM(128, return_sequences=True)))
model.add(Bidirectional(LSTM(128, return_sequences=True)))
model.add((Flatten()))
model.add(Dense(128, activation=’relu’))
model.add(Dense(num_classes, activation=’softmax’))

# Compile the model
model.compile(loss=keras.losses.categorical_crossentropy,
optimizer=’adamax’,
metrics=[’accuracy’])

return model
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