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RESUMO

A partir de trabalhos recentes e inovadores da área de aprendizado de máquina, uma
ferramenta matemática conhecida como regularização ganhou notoriedade para o con-
texto de identificação de sistemas, principalmente devido a novas metodologias para a
estimação da matriz de regularização, relacionadas a informações a priori sobre o sis-
tema, e a resultados promissores exibidos em trabalhos que empregam tal ferramenta, os
quais atingem modelos mais precisos comparados às técnicas clássicas de identificação.
Neste sentido, este trabalho apresenta contribuições que exploram o uso dessa ferramenta
de regularização para estender técnicas de identificação de sistemas com ruído colorido

na saída, identificação de sistemas com erros nas variáveis e controle baseado em da-

dos. No âmbito de identificação de sistemas com ruído colorido na saída, este trabalho
apresenta o método dos mínimos quadrados ponderados regularizados, assim como a de-
dução de matrizes ótimas de regularização e ponderação para este cenário. No contexto
de identificação com erros nas variáveis, o trabalho apresenta uma análise de proprieda-
des estatísticas da técnica de estimação por variáveis instrumentais e usa a ferramenta de
regularização para minimizar um critério relacionado ao erro médio quadrático das es-
timativas. No contexto de controle baseado em dados, o desenvolvimento para sistemas
com erros nas variáveis é estendido para o método da referência virtual, com as particu-
laridades e interpretações voltadas para controle.

Palavras-chave: Identificação de Sistemas, Regularização, Sistemas com Erros nas
Variáveis, Controle Baseado em Dados, Virtual Reference Feedback Tuning.



ABSTRACT

Due to recent and innovative papers from the machine learning area, a mathematical
tool known as regularization earned notoriety also for the system identification context,
especially due to new methodologies to estimate the regularization matrix, which are
related to a priori information, and promising results demonstrated on works that use
this tool. In this scenario, this work presents contributions that explore the use of the
regularization tool to extend methods for identification of systems with colored output

noise, for errors-in-varibles system identification and for one data-driven control method.
Regarding the identification of systems with colored output noise, this work introduces
the regularized weighted least-squares method, as well as the computation of the optimal
weighting and regularization matrices. In the errors-in-variables system identification
scenario, this work presents the statistical properties analysis of the regularized version of
the instrumental variable method and it also presents the optimization of the mean square
error by using regularization. Finally, regarding the data-driven control contribution, this
work extends the errors-in-variables results to the Virtual Reference Feedback Tuning
method, according to its characteristics and interpretations that are considered for control.

Keywords: System Identification, Regularization, Errors-In-Variables Systems, Data-
Driven Control, Virtual Reference Feedback Tuning.



LISTA DE ILUSTRAÇÕES

1 Fluxograma de um procedimento clássico de identificação de sistemas. 17
2 Diagrama de blocos do sistema com erros nas variáveis idealizado. . . 20
3 Diagrama de blocos do sistema ideal com ruído somente na saída. . . 27
4 Respostas ao impulso real (em preto) e estimadas nas 1000 execuções

de Monte Carlo para o método de mínimos quadrados sem regulari-
zação. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 49

5 Respostas ao impulso real (em preto) e estimadas nas 1000 execu-
ções de Monte Carlo para o método de mínimos quadrados com a
regularização do tipo SS. . . . . . . . . . . . . . . . . . . . . . . . . 50

6 Resposta ao impulso real do sistema com as respostas ao impulsos
identificadas com os métodos MQR (a) e MQPR (b) com a parame-
trização do tipo DC - Exemplo 1. . . . . . . . . . . . . . . . . . . . 72

7 Diagramas de caixa obtidos para a medida fit para cada método de
identificação - Exemplo 1. . . . . . . . . . . . . . . . . . . . . . . . 73

8 Resposta ao impulso real do sistema e respostas ao impulsos identifi-
cadas com os métodos MQR (a) e MQPR (b) com a parametrização
do tipo DC - Exemplo 2. . . . . . . . . . . . . . . . . . . . . . . . . 74

9 Diagramas de caixa obtidos para a medida fit para cada método de
identificação - Exemplo 2. . . . . . . . . . . . . . . . . . . . . . . . 74

10 Respostas ao impulso estimadas com os métodos de identificação ele-
mentares: mínimos quadrados e variável instrumental. Linhas azuis
contínuas representam as respostas ao impulso identificadas e a linha
vermelha pontilhada representa a resposta ao impulso real do sistema. 90

11 Respostas ao impulso estimadas com a variável instrumental regula-
rizada com a ótima irrestrita e com a ótima simétrica. Linhas azuis
contínuas representam as respostas ao impulso identificadas e a linha
vermelha pontilhada representa a resposta ao impulso real do sistema. 90

12 Diagramas de caixa para as medidas fit obtidas para as 1000 rodadas
de Monte Carlo para cada método analisado. . . . . . . . . . . . . . 91

13 Diagrama do sistema em malha fechada. . . . . . . . . . . . . . . . . 96
14 Diagrama da malha virtual do VRFT. . . . . . . . . . . . . . . . . . 100
15 Resposta desejada e respostas obtidas em malha fechada para os con-

troladores estimados com o método dos mínimos quadrados (a) e com
o método das variáveis instrumentais (b) para o VRFT. . . . . . . . . 110



16 Resposta desejada e respostas obtidas em malha fechada para os con-
troladores estimados com o método da variável instrumental regulari-
zada no contexto do VRFT. Uso da matriz ótima irrestrita de regulari-
zação exposto em (a) e uso da matriz ótima simétrica de regularização
exposto em (b). . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111

17 Resposta desejada e respostas obtidas em malha fechada para os con-
troladores estimados com o método da variável instrumental regulari-
zada no contexto do VRFT. Uso da matriz estimada com a parametri-
zação DC (a) e uso da matriz estimada com a parametrização do tipo
SS (b). . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 112

18 Diagrama de caixas das funções custo obtidas para cada método em-
pregado na identificação dos controladores no VRFT nas rodadas de
Monte Carlo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 113



LISTA DE TABELAS

1 Polinômios de (36) utilizados em estruturas padrão de modelos. . . . 28
2 Valores da distribuição qui-quadrado χ2

α em função dos percentis α e
dos graus de liberdade da variável aleatória. . . . . . . . . . . . . . . 34

3 Valores obtidos para ||B̂θ̂||22 nas simulações de Monte Carlo. . . . . . 48
4 Valores obtidos para as grandezas de V̂θ̂ nas simulações de Monte Carlo. 48
5 Norma do vetor de polarização, traço da matriz de covariância e traço

da matriz de erro médio quadrático para cada método de identificação
nas rodadas de Monte Carlo - Exemplo 1. . . . . . . . . . . . . . . . 71

6 Norma do vetor de polarização, traço da matriz de covariância e traço
da matriz de erro médio quadrático para cada método de identificação
nas rodadas de Monte Carlo - Exemplo 2. . . . . . . . . . . . . . . . 73

7 Vetor de polarização, traço da matriz de covariância e traço da matriz
de erro médio quadrático produzido por cada método nas rodadas de
Monte Carlo. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 89

8 Norma do vetor de polarização, traço da matriz de covariância e traço
da matriz de erro médio quadrático obtidos a partir das amostras de
Monte Carlo na identificação de controladores pelo método da refe-
rência virtual. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 109



LISTA DE ABREVIATURAS

AIC Akaike’s Information Criterion

AR AutoRegressive

ARMA Autoregressive Moving Average

ARMAX AutoRegressive Moving Average with eXogenous inputs

ARX AutoRegressive with eXogenous inputs

BIC Bayesian Information Criterion

BJ Box-Jenkins

CV Cross Validation

DC Diagonal Correlated

DI Diagonal

FIR Finite Impulse Response

GL Graus de Liberdade

GPR Gaussian Process Regression

HF High Frequency

IDENT System Identification Toolbox

IIR Infinite impulse response

MA Moving Average

MPC Model Predictive Control

MQ Mínimos quadrados

MQPR Mínimos quadrados ponderados regularizado

MQR Mínimos quadrados regularizado

MSE Mean Squared Error

OCI Optimal Controller Identification

OE Output Error

SIB Slow is Better

SISO Single-Input Single-Output



SNR Signal-to-noise ratio

SURE Stein’s Unbiased Risk Estimator

SS Stable Spline

TC Tuned Correlated

VI Variável instrumental

VIR Variável instrumental regularizada

VRFT Virtual Reference Feedback Tuning



SUMÁRIO

1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 13

2 IDENTIFICAÇÃO DE SISTEMAS . . . . . . . . . . . . . . . . . . . . . 16
2.1 O sistema ideal e os sinais considerados . . . . . . . . . . . . . . . . . . 19
2.2 A condição experimental . . . . . . . . . . . . . . . . . . . . . . . . . . . 22
2.3 A estrutura do modelo . . . . . . . . . . . . . . . . . . . . . . . . . . . . 24
2.4 Identificação de sistemas com ruído na saída . . . . . . . . . . . . . . . . 27
2.4.1 O método de minimização do erro de predição . . . . . . . . . . . . . . . 28
2.4.2 Propriedades da estimativa por minimização do erro de predição . . . . . 30
2.4.3 Escolha da ordem do modelo . . . . . . . . . . . . . . . . . . . . . . . . 35
2.5 Identificação com regularização bayesiana . . . . . . . . . . . . . . . . . 36
2.5.1 Identificação com o método dos mínimos quadrados . . . . . . . . . . . . 36
2.5.2 Identificação com o método dos mínimos quadrados regularizado . . . . . 38
2.5.3 Propriedades da estimativa por mínimos quadrados com regularização . . 39
2.5.4 Matriz ótima de regularização . . . . . . . . . . . . . . . . . . . . . . . . 41
2.5.5 A interpretação bayesiana . . . . . . . . . . . . . . . . . . . . . . . . . . 41
2.5.6 A estimativa dos hiperparâmetros . . . . . . . . . . . . . . . . . . . . . . 43
2.5.7 Estruturas de parametrização para Π . . . . . . . . . . . . . . . . . . . . 45
2.5.8 Exemplo numérico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 47
2.6 Identificação de sistemas com erros nas variáveis . . . . . . . . . . . . . 49
2.6.1 Considerações em relação ao modelo . . . . . . . . . . . . . . . . . . . . 51
2.6.2 Identificação com o método dos mínimos quadrados . . . . . . . . . . . . 52
2.6.3 Identificação com o método das variáveis instrumentais . . . . . . . . . . 53
2.7 Considerações finais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 55

3 IDENTIFICAÇÃO COM REGULARIZAÇÃO BAYESIANA PARA SIS-
TEMAS COM RUíDO COLORIDO NA SAíDA . . . . . . . . . . . . . . 57

3.1 Identificação de modelos FIR com MQPR . . . . . . . . . . . . . . . . . 58
3.1.1 Propriedades da estimativa por mínimos quadrados ponderados regularizado 59
3.1.2 Matriz ótima de regularização . . . . . . . . . . . . . . . . . . . . . . . . 61
3.2 A interpretação bayesiana . . . . . . . . . . . . . . . . . . . . . . . . . . 65
3.2.1 A estimativa dos hiperparâmetros . . . . . . . . . . . . . . . . . . . . . . 66
3.2.2 Estruturas de parametrização para Π e Σ . . . . . . . . . . . . . . . . . . 69
3.3 Exemplos numéricos . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 70
3.3.1 Exemplo com sistema e ruído de primeira ordem . . . . . . . . . . . . . . 70
3.3.2 Exemplo com sistema de quarta ordem e ruído de segunda ordem . . . . . 72
3.4 Considerações finais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74



4 REGULARIZAÇÃO ÓTIMA NA IDENTIFICAÇÃO DE SISTEMAS COM
ERROS NAS VARIÁVEIS . . . . . . . . . . . . . . . . . . . . . . . . . . 76

4.1 Adicionando regularização na variável instrumental . . . . . . . . . . . 77
4.2 Propriedades da estimativa por variável instrumental regularizada . . . 78
4.2.1 Polarização da estimativa por variável instrumental regularizada . . . . . 79
4.2.2 Covariância e erro médio quadrático da estimativa . . . . . . . . . . . . . 80
4.3 Otimização do traço da matriz de erro médio quadrático . . . . . . . . . 83
4.3.1 Matriz ótima de regularização sem restrições . . . . . . . . . . . . . . . . 84
4.3.2 Matriz ótima de regularização com restrição de simetria . . . . . . . . . . 86
4.4 Exemplo Numérico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 88
4.5 Considerações finais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 91

5 REGULARIZAÇÃO NO MÉTODO DA REFERÊNCIA VIRTUAL . . . . 93
5.1 Controle baseado em dados e o método da referência virtual . . . . . . . 93
5.1.1 O sistema de controle . . . . . . . . . . . . . . . . . . . . . . . . . . . . 96
5.1.2 Estruturas de controladores . . . . . . . . . . . . . . . . . . . . . . . . . 97
5.1.3 Controle por modelo de referência . . . . . . . . . . . . . . . . . . . . . 98
5.2 O método da referência virtual . . . . . . . . . . . . . . . . . . . . . . . 100
5.2.1 Projeto do filtro . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 101
5.2.2 Solução por mínimos quadrados . . . . . . . . . . . . . . . . . . . . . . 102
5.2.3 Solução por variável instrumental . . . . . . . . . . . . . . . . . . . . . . 103
5.3 Regularização ótima na estimativa de variáveis instrumentais . . . . . . 104
5.4 Exemplo numérico . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 108
5.5 Considerações finais . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111

6 CONCLUSÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 114

REFERÊNCIAS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 117

APÊNDICE A RESULTADOS DE CÁLCULO MATRICIAL . . . . . . . . 124



13

1 INTRODUÇÃO

A área de identificação de sistemas tem suas origens no campo matemático da estatís-
tica e tem como principal objetivo a modelagem de sistemas dinâmicos a partir de dados
experimentais (LJUNG, 1999; SCHOUKENS; LJUNG, 2019). Este tema emergiu na li-
teratura e na prática de sistemas de controle a partir dos anos 1960, visando expandir o
universo de aplicabilidade das técnicas de controle moderno que surgiam na época (GE-
VERS, 2006). Antes disso, tais técnicas eram limitadas a aplicações onde a modelagem
matemática era simples e baseada estritamente em fenômenos físicos.

Ao longo dos anos, as técnicas de identificação amadureceram e passaram a ser em-
pregadas em diferentes áreas do conhecimento, como sistemas de controle, sistemas de
comunicação, engenharia mecânica, engenharia biomédica, economia, biologia, ciências
ambientais e etc, onde são utilizadas para análise espectral, detecção de falhas, reconheci-
mento de padrões, predição linear e outras finalidades (SÖDERSTRÖM; STOICA, 1989).

Em particular, dentro do campo de sistemas de controle, a necessidade do uso de mo-
delos cada vez mais precisos e com menos erros ou incertezas é crescente, uma vez que
boa parte das técnicas clássicas de projeto de controladores é baseada em modelos dos
processos. Ademais, os sistemas de controle automático são componentes intrínsecos e
essenciais em diversas esferas da engenharia e da ciência, como em veículos espaciais,
sistemas robóticos, sistemas de manufatura e quaisquer operações industriais que envol-
vam o controle de temperatura, pressão, umidade, vazão e etc (OGATA, 2010). Ainda,
dentro deste contexto, com o avanço das tecnologias da microeletrônica, de computadores
digitais, de sistemas de medição e de uma busca incessante pela melhoria de qualidade
dos produtos, os requisitos nestes sistemas são cada vez mais rígidos e otimizados.

Isto posto, dada a relevância do tema e da busca por metodologias mais precisas e con-
fiáveis no campo da identificação, um novo paradigma vem sendo empregado na última
década, em alternativa às metodologias clássicas de identificação por minimização do erro
de predição (LJUNG; CHEN; MU, 2020). Tal alternativa é baseada em uma ferramenta
matemática denominada regularização, a qual já era conhecida, mas pouco utilizada nesta
área. A aplicação emergente desta ferramenta se deu a partir de novas ideias, provenien-
tes do campo de aprendizado de máquinas, e que usam uma interpretação bayesiana dos
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procedimentos de identificação, sendo, por isso, conhecida como regularização bayesiana.

O paradigma de identificação com regularização bayesiana tem sido amplamente pes-
quisado e desenvolvido nos últimos anos, apresentando resultados relevantes e notáveis,
principalmente quando não se conhece a classe de sistemas que será identificada ou não
se conhece a ordem exata do modelo, sendo necessária uma etapa de estimação dessas
quantidades. Do ponto de vista tradicional, esta etapa era resolvida por meio do uso
de critérios como o critério de informação de Akaike (ou em inglês, Akaike’s informa-

tion criterion, AIC), ou com o procedimento de validação cruzada (cross validation, CV)
(PILLONETTO et al., 2014). No entanto, os trabalhos (CHEN; OHLSSON; LJUNG,
2012; PILLONETTO et al., 2014) demonstram, por meio de uma série de exemplos, que
a nova abordagem produz melhores resultados quando comparada à abordagem tradici-
onal de identificação. Assim sendo, motivado por estes novos resultados, este trabalho
propõe o uso desta ferramenta em técnicas de identificação para sistemas com ruído co-

lorido na saída, identificação de sistemas com erros nas variáveis e sua aplicação em
métodos de controle baseado em dados.

Para os sistemas com ruído colorido na saída, foi identificado que ainda havia uma
lacuna no cenário de identificação com regularização. Os métodos até o momento, ex-
plorados em (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014), foram
formulados pensando em sistemas que possuem ruído branco contaminando sua saída.
Assim no caso de haver ruído colorido, a alternativa atual é aproximar o mesmo por ruído
branco ou fazer a identificação do preditor do sistema, ao invés do modelo do sistema.

Já os sistemas com erros nas variáveis são uma categoria de sistemas distinta daquela
que é usualmente encontrada e modelada nos problemas clássicos do campo de identifi-
cação. A principal característica deste tipo de sistema, que o diferencia dos demais e que
dificulta a solução dos problemas de identificação, é a presença de ruído em sua entrada,
contaminando o sinal que é conhecido ou obtido pelo usuário. Existe toda uma literatura
particular para este tipo de sistema (SÖDERSTRÖM, 2007, 2018), dadas as suas diferen-
tes características e particularidades, assim como existem diferentes técnicas que podem
ser empregadas para a correta identificação dos modelos neste cenário. Cabe salientar,
também, que esta categoria de sistemas aparece em diversos tipos de aplicação, como é
o caso de redes dinâmicas, sistemas mecânicos, controle baseado em dados, entre outros
(SÖDERSTRÖM, 2018).

Para sistemas com erros nas variáveis, este trabalho faz o estudo de técnicas elemen-

tares, como é o caso das técnicas de mínimos quadrados (MQ) e variáveis instrumentais
básicas, e propõe a adição de regularização na última, com o propósito de minimizar
algum critério de qualidade dos parâmetros estimados. Para tanto, as propriedades da
técnica são demonstradas, analisadas e, por fim, calcula-se uma matriz ótima de regula-
rização, que visa minimizar o traço da matriz de erro médio quadrático (mean squared

error - MSE) das estimativas, que é um critério de qualidade das mesmas.
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Além disso, o trabalho amplia o que foi feito no cenário de sistemas com erros nas
variáveis para o método de controle baseado em dados conhecido como Virtual Reference
Feedback Tuning (VRFT) (CAMPI; LECCHINI; SAVARESI, 2002), ou também, método
da referência virtual. Este é um dos métodos diretos de controle baseado em dados, onde
a sintonia do controlador é realizada sem um modelo matemático do processo, mas sim,
a partir de dados de saída e entrada coletados em experimentos. O estudo deste método
é motivado por sua alta popularidade no meio e sua relevância frente a aplicações reais,
além do fato de apresentar as soluções por mínimos quadrados e variáveis instrumentais,
as quais ainda possuem certas deficiências em algumas propriedades estatísticas e, por
isso, ainda apresentam possibilidade de melhoria com o uso da regularização.

Assim sendo, este trabalho está organizado como segue. O capítulo 2 apresenta a re-
visão bibliográfica com o estado da arte clássico de identificação por minimização do erro
de predição, onde tal metodologia é apresentada, assim como as características relevan-
tes dos sistemas e sinais que são considerados neste cenário. Também são discutidas as
principais propriedades estatísticas desta metodologia clássica. Além disso, o capítulo 2
também apresenta o novo estado da arte de identificação com regularização, com a formu-
lação do método dos mínimos quadrados regularizados (MQR) e o paralelo da perspectiva
bayesiana. O capítulo 2 também apresenta os sistemas com erros nas variáveis e as me-
todologias elementares utilizadas para identificar os sistemas nesse cenário, assim como
suas propriedades estatísticas.

O capítulo 3 apresenta a nova metodologia proposta por esse trabalho de identifica-
ção de respostas ao impulso com o uso dos mínimos quadrados ponderados regularizado
(MQPR). Neste capítulo é apresentada a formulação do método, suas propriedades es-
tatísticas, a dedução das matrizes ótimas de regularização e ponderação assim como a
equivalência desta metodologia com a interpretação bayesiana do procedimento de iden-
tificação. Também é desenvolvido um algoritmo para a estimação das matrizes de pon-
deração e regularização a partir de dados do processo e são apresentados dois exemplos
numéricos para demonstrar a eficiência da nova metodologia.

O capítulo 4 apresenta a contribuição do trabalho que busca aprimorar a identificação
de sistemas com erros nas variáveis com o uso de regularização na técnica de variáveis
instrumentais. São calculadas as propriedades estatísticas do método e a regularização
é usada como grau de liberdade em problemas de otimização do erro médio quadrático
das estimativas. O capítulo 5 apresenta um procedimento semelhante para o método da
referência virtual. Neste capítulo, primeiramente apresenta-se uma introdução sobre os
métodos de controle baseado em dados e sobre o método da referência virtual. Em se-
guida, apresenta-se a formulação do método, suas propriedades estatísticas e o cálculo
das matrizes ótimas de regularização. Por fim, o capítulo 6 encerra o trabalho com as
conclusões.
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2 IDENTIFICAÇÃO DE SISTEMAS

Como descrito no capítulo 1, os modelos matemáticos de sistemas dinâmicos são
importantes e amplamente utilizados em diversas áreas do conhecimento. Os modelos
buscam representar o comportamento dinâmico e estático de sistemas reais por meio de
um conjunto de equações, as quais descrevem relações de causa e efeito entre suas variá-
veis de entrada e saída. Para obter modelos matemáticos existem diferentes metodologias
e, dentro da literatura deste tema, tais metodologias podem ser classificadas de várias for-
mas. Uma delas, por exemplo, agrupa os métodos em três categorias (AGUIRRE, 2015):

i) Modelagem caixa branca;

ii) Modelagem caixa preta;

iii) Modelagem caixa cinza.

Na modelagem caixa branca, leis básicas da física são utilizadas para descrever a
dinâmica do processo ou fenômeno em estudo (SÖDERSTRÖM; STOICA, 1989). As
técnicas presentes nessa categoria também são consideradas técnicas analíticas. No en-
tanto, em muitos casos, os processos modelados apresentam comportamento complexo
ou sofrem a influência de inúmeras variáveis e distúrbios desconhecidos, o que acaba tor-
nando esta categoria de técnicas inviável devido ao tempo e ao conhecimento necessários
para a obtenção de um bom modelo (AGUIRRE, 2015). Também este tipo de modelagem
tende a resultar em modelos de ordem elevada, visto que usualmente todas as variáveis e
dinâmicas presentes são levadas em consideração.

Por outro lado, na modelagem caixa preta, também conhecida como Identificação de

Sistemas, pouca ou nenhuma informação prévia sobre o processo é utilizada (AGUIRRE,
2015). Técnicas que empregam esta metodologia são caracterizadas como baseadas em
experimentos, onde os modelos são obtidos de forma a melhor se ajustarem a um con-
junto de dados coletados do processo (SÖDERSTRÖM; STOICA, 1989). Muitas vezes,
inclusive, os parâmetros resultantes não têm nenhum sentido físico.

Por fim, técnicas de modelagem caixa cinza são classificadas como intermediárias en-
tre a modelagem analítica e a experimental, onde podem combinar aspectos de ambas.
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Geralmente nesta abordagem, informações adicionais, que são ausentes dos dados cole-
tados, são inseridas no processo de identificação, com a definição prévia de uma relação
fixa entre variáveis ou característica do modelo, por exemplo (AGUIRRE, 2015).

Este trabalho é voltado à segunda categoria de técnicas discutidas acima: a modela-
gem caixa preta, ou identificação de sistemas, e busca aprimorar algumas técnicas deste
cenário. Porém, antes de demonstrar as principais contribuições deste trabalho, este ca-
pítulo é responsável por introduzir conceitos e premissas básicas que foram consideradas
e que são fundamentais dentro da área de identificação, além de apresentar uma breve
revisão bibliográfica sobre as técnicas clássicas neste contexto.

Antes de introduzir os procedimentos clássicos da literatura de identificação, é preciso
salientar que o resultado e a qualidade dos mesmos são influenciados, majoritariamente,
por quatro fatores essenciais: o sistema que se deseja identificar, aqui denotado por S;
a condição experimental de coleta dos dados, simbolizada por X ; a estrutura de modelo
utilizada, denotada por M; e a técnica de identificação, denotada por F (SÖDERSTRÖM;
STOICA, 1989). Para uma melhor contextualização, um fluxograma que demonstra cada
etapa dos métodos clássicos de identificação é exibido na Figura 1.

Figura 1 – Fluxograma de um procedimento clássico de identificação de sistemas.

Início

Projeto de experimento
Conhecimento a priori e
uso planejado do modelo

Realizar experimento
e coletar dados

Determinar/escolher
estrutura do modelo

Escolha do método e
estimação dos parâmetros

Validação do modelo

Modelo
aceito?

Novo conjunto de dados

Fim

Não

Sim

Fonte: do autor, adaptado de (SÖDERSTRÖM; STOICA, 1989).
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Além dos quatro fatores supracitados, no fluxograma da Figura 1 também é exibida
a etapa de validação do modelo. Nesta etapa, um novo conjunto de dados é coletado e
comparado ao modelo obtido usando alguma métrica. Se o modelo satisfizer a métrica,
então ele pode ser usado para sua devida finalidade. Caso contrário, como observa-se no
fluxograma, deve-se retornar a uma das etapas anteriores.

Isto posto, este capítulo inicia, na seção 2.1, com uma discussão sobre o sistema a ser
identificado, assim como a definição de algumas características e propriedades do mesmo
e de sinais que são usados nos procedimentos de identificação. O sistema descrito em
tal seção é generalizado para a estrutura de sistemas com erros nas variáveis, um dos
objetos de estudo deste trabalho. Mas, para a apresentação dos métodos de identificação
de sistemas com ruído na saída, como o método de identificação por erro de predição e o
método de identificação com regularização bayesiana, o mesmo é particularizado nestas
seções. A seção 2.2 apresenta a importância da condição experimental para a coleta de
dados e a seção 2.3 introduz as estruturas paramétricas de modelo.

A seção 2.4 apresenta as particularidades do sistema ideal considerado para sistemas
com ruído na saída, assim como a metodologia clássica de identificação por erro de predi-
ção e suas propriedades. Nesta seção, também é discutida a etapa de escolha da ordem do
modelo para a identificação com erro de predição. Ao final da seção, é apresentada a nova
metodologia de identificação com regularização bayesiana, que aprimora a escolha de or-
dem do modelo, se comparada com os métodos de erro de predição, produz estimativas
com melhor qualidade e é a base para o desenvolvimento deste trabalho.

Na seção 2.5 apresenta-se a nova metodologia de identificação com regularização
bayesiana, começando com a identificação de respostas ao impulso pelo método dos mí-
nimos quadrados e pelo mínimos quadrados regularizados. Também são apresentadas a
interpretação bayesiana, a metodologia bayesiana empírica e as estruturas de parametri-
zação da matriz de regularização, que são usadas para estimar a mesma.

Já a seção 2.6 apresenta considerações e simplificações que foram feitas para a cate-
goria de sistemas com erros nas variáveis que são abordados neste trabalho. Além disso,
são apresentadas as duas principais metodologias conhecidas como elementares na litera-
tura do tema: o método dos mínimos quadrados e o método da variável instrumental (VI),
assim como as principais propriedades estatísticas dos mesmos, que também servem de
base para o desenvolvimentos deste trabalho.

Finalmente, cabe salientar, que este capítulo apresenta toda a base da referência bibli-
ográfica do trabalho, com o objetivo de contextualizar a pesquisa e apresentar a relevância
da mesma, dentro do universo e da literatura de identificação de sistemas.
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2.1 O sistema ideal e os sinais considerados

O sistema real S a ser identificado e que gera os dados experimentais é desconhecido
em situações práticas e é um objeto de natureza distinta dos modelos matemáticos que
buscam representá-lo (LJUNG, 1999). No entanto, para que seja possível compreender
as técnicas de identificação e analisar suas propriedades, é conveniente considerar que
o sistema real seja idealizado ou aproximado, sendo definido a partir de uma relação
matemática (LJUNG, 1999). Dessa forma, neste trabalho, o mesmo é representado por
um modelo gerador de dados, chamado de sistema ideal.

Nas principais referências clássicas e na maioria dos casos explorados na literatura
sobre este assunto, a classe escolhida para a idealização do sistema real é a classe de
sistemas lineares e invariantes no tempo, visto que esta categoria é, sem dúvida, a mais
relevante nas situações práticas de modelagem e identificação (LJUNG, 1999). Também,
como os dados coletados são armazenados e os algoritmos de identificação são executa-
dos em computadores digitais, é conveniente considerar que os sistemas sejam de tempo
discreto. Além disso, neste trabalho o foco é em sistemas monovariáveis, ou SISO (do
inglês: single-input single-output), isto é, que possuem somente uma entrada e uma saída.

Pode-se dizer, então, que a saída do sistema idealizado, o qual possui as características
relatadas acima, é descrita por

S :

y(t) = G0(q)u0(t) + v(t),

u(t) = u0(t) + s(t),
(1)

onde t ∈ Z representa a variável de tempo discreto, q é o operador de avanço no tempo,
ou seja:

qx(t) = x(t+ 1), (2)

q−1x(t) = x(t− 1), (3)

y(t) ∈ R é o sinal de saída medido do sistema, u(t) ∈ R é o sinal de entrada medido,
u0(t) ∈ R é o sinal de entrada que realmente excita o sistema, G0(q) é a função de trans-
ferência do processo, v(t) ∈ R é o sinal de ruído presente na saída do sistema e s(t) é o
sinal de ruído presente na entrada. Os sinais de ruído são responsáveis por modelar com-
portamentos aleatórios e não previstos que ocorrem no sistema. Estes sinais são processos

estocásticos estacionários, os quais são representado por

v(t) = H0(q)w(t), (4)

s(t) = L0(q)ũ(t), (5)

ondeH0(q) é a função de transferência do ruído de saída, L0(q) é a função de transferência
do ruído de entrada e w(t) ∈ R e ũ(t) ∈ R são sinais de ruído branco de média zero e
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função de autocorrelação:

E[w(t+ τ)w(t)] = σ2
wδ(τ), (6)

E[ũ(t+ τ)ũ(t)] = σ2
ũδ(τ), (7)

com E[·] denotando o operador de esperança matemática e δ(·) sendo o delta de Kronec-

ker. É importante ressaltar que v(t) e s(t) não abrangem todos os possíveis distúrbios que
podem acontecer no sistema, mas se mostram razoáveis para descrever uma ampla gama
de distúrbios que ocorrem situações práticas (LJUNG, 1999).

Logo, pode-se afirmar que o sistema real idealizado S que se deseja identificar é
definido por

S ≜
[
G0(q) H0(q) L0(q)

]
, (8)

onde também é possível expandir as funções de transferência G0(q), H0(q) e L0(q) na
variável de atraso no tempo q−k para chegar em

G0(q) =
∞∑
k=1

g0(k)q
−k, H0(q) = 1 +

∞∑
k=1

h0(k)q
−k, L0(q) = 1 +

∞∑
k=1

ℓ0(k)q
−k,

(9)

com g0(k), h0(k) e ℓ0(k) sendo, respectivamente, os k−ésimos coeficientes da resposta ao
impulso do sistema, do ruído de saída e do ruído de entrada. Por fim, uma representação
gráfica do sistema é ilustrada na Figura 2 por meio de diagrama de blocos.

Figura 2 – Diagrama de blocos do sistema com erros nas variáveis idealizado.

L0(q) +

G0(q) +

H0(q)
ũ(t) u(t)

u0(t)

w(t)

y(t)

Fonte: do autor, adaptada de (SÖDERSTRÖM, 2018).

Ainda é importante enfatizar algumas características fundamentais das funções de
transferência do processo e do ruído. Neste sentido, considera-se, na literatura, queG0(q),
H0(q) e L0(q) são funções racionais e próprias, ou seja, representam sistemas causais.
Também, outra relação considerada para as funções de transferência dos ruídos são que:
H0(∞) = 1 e L0(∞) = 1, e assim, os polinômios dos numeradores e denominadores
de H0(q) e L0(q) são mônicos. Tal consideração não acarreta em perda de generalidade,
uma vez que também pode-se ajustar as covariâncias (σ2

w e σ2
ũ) para caracterizar os ruídos

presentes no processo (SÖDERSTRÖM; STOICA, 1989).
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Outro aspecto importante a ser destacado dentro do estudo das técnicas de identifi-
cação está relacionado à natureza dos sinais presentes no sistema e que são medidos e
utilizados nos procedimentos. O sinal de entrada u0(t) é um sinal onde não aparecem ruí-
dos ou distúrbios. Portanto, o mesmo é considerado um sinal estritamente determinístico.
Por outro lado, os sinais v(t) e s(t) são processos estocásticos estacionários, modelados
a partir de ruído branco filtrado, sendo assim, são caracterizados como sinais com valor
aleatório para cada instante de tempo t. Então, para lidar com ambos os tipos de sinais
(determinísticos e estocásticos) em uma mesma análise, pode-se introduzir uma definição
mais ampla, de sinal quasi-estacionário.

Definição 2.1. (LJUNG, 1999) Considere um sinal x(t) ∈ Rn. O mesmo é dito quasi-

estacionário se:

i) E[x(t)] = mx(t), |mx(t)| ≤ Cm, ∀t

ii) E[x(t)x(s)] = rxx(t, s), |rxx(t, s)| ≤ Cr, ∀t

iii) limN→∞
1
N

∑N
t=1 rxx(t+ τ, t) = rxx(τ), ∀τ ,

com rxx(τ) ∈ Rn×n sendo conhecida como a função de autocorrelação do sinal quasi-

estacionário x(t) e Cm e Cr sendo constantes finitas.

Agora, para melhor contextualizar este conceito, é possível fazer algumas afirmações
acerca da definição de processo quasi-estacionário, comparando-o com sinais determi-
nísticos e estocásticos. Primeiramente, é possível notar que se o sinal x(t) for com-
posto exclusivamente por processos estocásticos estacionários, então as condições acima
são satisfeitas de maneira trivial. Contudo, se o sinal x(t) for composto por sequências
exclusivamente determinísticas, então o operador E[·] perde o efeito e x(t) será quasi-
estacionário se for limitado e o limite da condição (iii) existir. Sinais determinísticos
periódicos, por exemplo, satisfazem as condições exibidas na Definição 2.1 e, portanto,
são sinais quasi-estacionários.

Ainda dentro deste contexto de sinal quasi-estacionário, é interessante definir o ope-
rador Ē[·]:

Ē[x(t)] ≜ lim
N→∞

1

N

N∑
t=1

E[x(t)]. (10)

Com isto, pode-se escrever a função de autocorrelação do sinal quasi-estacionário como:

rxx(τ) = Ē[x(t+ τ)x(t)], ∀τ. (11)

Também, diz-se que dois sinais x(t) e z(t) são conjuntamente quasi-estacionários se
ambos satisfazem as condições i), ii) e iii) da definição 2.1 e se a seguinte função de
correlação existir:

rxz(τ) = Ē[x(t+ τ)z(t)], ∀τ. (12)



22

Se a função de correlação cruzada for nula, então diz-se que os sinais são descorrelacio-

nados. Neste contexto, o exemplo da sequência ilustra o que ocorre quando o sinal possui
uma parcela determinística e uma parcela estocástica.

Exemplo 2.1. (LJUNG, 1999) Seja o sinal x(t):

x(t) = u(t) + v(t), (13)

com u(t) sendo um sinal determinístico (quasi-estacionário) e v(t) sendo composto exclu-

sivamente por um processo estocástico estacionário com média nula. Nesse caso, tem-se

que:

Ē[x(t+ τ)x(t)] = Ē[u(t+ τ)u(t)] + Ē[u(t+ τ)v(t)]

+ Ē[v(t+ τ)u(t)] + Ē[v(t+ τ)v(t)] (14)

= Ē[u(t+ τ)u(t)] + Ē[v(t+ τ)v(t)] (15)

rxx(τ) = ruu(τ) + rvv(τ), (16)

uma vez que Ē[u(t+ τ)v(t)] = 0, ∀τ .

Outra definição importante no contexto do trabalho é a de sinais ergódicos.

Definição 2.2. (LJUNG, 1999) Seja um sinal quasi-estacionário s(t), composto por uma

parte determinística u(t) e uma parte estocástica v(t). O sinal s(t) é dito ergódico se:

lim
N→∞

1

N

N∑
t=1

s(t+ τ)s(t) → Ē[s(t+ τ)s(t)]. (17)

Algumas deduções de propriedades assintóticas dos métodos explorados neste traba-
lho utilizam de forma recorrente a definição 2.2.

Cabe destacar que o sistema definido aqui possui ruído tanto em sua entrada quanto
em sua saída, apresentando uma representação mais genérica se comparada aos siste-
mas que são considerados usualmente nas técnicas de identificação por erro de predição,
que possuem ruído somente em sua saída, como pode ser visto em (SÖDERSTRÖM;
STOICA, 1989; LJUNG, 1999; AGUIRRE, 2015). Isto se deve ao fato de que, neste tra-
balho, são apresentadas contribuições tanto para os sistemas da literatura clássica (com
ruído somente na saída), quanto para sistemas com ruído na entrada, também conhecidos
como Sistemas com Erros nas Variáveis (SÖDERSTRÖM, 2018).

2.2 A condição experimental

Além do sistema a ser identificado, outro aspecto fundamental para o resultado e para
a qualidade dos modelos estimados é a condição experimental X . Enquanto algumas
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variáveis associadas à estrutura dos modelos e aos métodos de identificação podem ser
testadas inúmeras vezes em um computador, os dados experimentais só podem ser alte-
rados por meio de um novo experimento, o que pode ser custoso e demandar elevados
períodos de tempo (LJUNG, 1999).

Dentro do projeto e da realização do experimento para identificação, existem algumas
escolhas que podem ser feitas pelo usuário, assim como existem algumas restrições que
podem estar presentes no problema. O usuário geralmente tem a liberdade para escolher
o tipo ou espectro do sinal de excitação, o período de amostragem, o uso de filtros, etc.
Além disso, as restrições do problema podem envolver limitações na amplitude, energia
ou taxa de variação do sinal de entrada, assim como restrições na topologia e no uso de
realimentações no processo, uma vez que em muitos casos é preferível que os dados sejam
coletados em malha fechada para manter a estabilidade ou a condição de operação.

Nos casos em que as restrições nos experimentos devem ser rigorosamente respeita-
das, é necessário fazer um projeto bem elaborado do experimento de identificação para
que não haja desperdício de recursos e de tempo. Por este motivo, existem diversos tra-
balhos na literatura que abordam o tema de projeto de experimento, onde busca-se uma
entrada ótima para o procedimento de identificação, visando respeitar as restrições e di-
minuir as incertezas nos parâmetros estimados.

Trabalhos que tratam deste assunto surgiram desde os anos 1970 (MEHRA, 1974;
GOODWIN, 1982), onde o foco era minimizar incertezas na técnica de identificação por
erro de predição. Por outro lado, em trabalhos mais recentes procura-se a obtenção de um
sinal de entrada ótimo visando minimizar critérios de aplicações dos modelos. Exemplos
dentro desta conjuntura são os trabalhos (JANSSON; HJALMARSSON, 2004; ROJAS
et al., 2007; LARSSON et al., 2013) que são voltados para aplicações de modelos em
sistemas de controle robusto e controle MPC (model predictive control).

Isto posto, supõe-se, na literatura de identificação, que o experimento é realizado no
processo e o seguinte conjunto de dados ZN é obtido:

ZN = {u(1), y(1), u(2), y(2), . . . , u(N), y(N)} . (18)

Também, é muito comum considerar que o sinal de entrada que excita o sistema e os
sinais de ruído são todos descorrelacionados entre si, ou seja:

ru0v(τ) = Ē[u0(t+ τ)v(t)] = 0, ∀τ, (19)

ru0s(τ) = Ē[u0(t+ τ)s(t)] = 0, ∀τ, (20)

rvs(τ) = Ē[v(t+ τ)s(t)] = 0, ∀τ. (21)

Outra importante característica dos dados, que é consequência direta da condição ex-
perimental na qual eles são coletados, é que os mesmos devem ser informativos o sufici-

ente com respeito à estrutura do modelo M escolhida. Isso significa que os dados per-
mitem uma discriminação entre dois diferentes modelos em tal conjunto (LJUNG, 1999),
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ou, em outras palavras, que há uma única solução para o problema de identificação. De
fato, este aspecto também é consequência da estrutura do modelo a ser utilizado, onde
a mesma deve ser identificável para que o problema de identificação seja bem condicio-
nado. Contudo, a questão da identificabilidade será abordada na próxima seção. No que
diz respeito aos dados e à condição experimental, então, é interessante definir o conceito
de persistência de excitação.

Definição 2.3. (LJUNG, 1999) Seja o sinal quasi-estacionário u(t). Tal sinal é dito

persistentemente excitante de ordem n se a matriz Rn:

Rn =


ruu(0) ruu(1) . . . ruu(n− 1)

ruu(−1) ruu(0) . . . ruu(n− 2)
...

... . . . ...

ruu(1− n) . . . . . . ruu(0)

 , ruu(τ) = Ē[u(t+ τ)u(t)], (22)

é positiva definida, ou seja, tem posto completo.

Para experimentos realizados com um sinal que excita o sistema u0(t), que é persis-
tentemente excitante de ordem n, pode-se afirmar que o conjunto de dados ZN é suficien-
temente informativo com respeito ao conjunto de modelos M que contêm n parâmetros
(LJUNG, 1999).

Por fim, outro resultado que também é função da condição experimental é a incerteza
nos parâmetros identificados, a qual pode ser quantificada por estatísticas como a vari-
ância e polarização dos parâmetros, assuntos que também serão abordados na sequência
do texto. Tais incertezas dependem, dentre outros aspectos, da relação sinal-ruído, ou
SNR (do inglês signal-to-noise ratio) do experimento. Quanto maior for o SNR, ou seja,
quanto maior for a relação entre o sinal que realmente contém a informação e os ruídos
que contaminam a saída, mais preciso será o procedimento de identificação.

2.3 A estrutura do modelo

A estrutura do modelo M a ser usada no procedimento de identificação pode ser
paramétrica ou não paramétrica. Modelos não paramétricos podem ser representados
por curvas, funções ou tabelas que carregam alguma informação sobre as características
do sistema (SÖDERSTRÖM; STOICA, 1989). Dois exemplos deste tipo de modelo são
as respostas ao impulso e os diagramas de Bode. Contudo, técnicas de identificação com
este tipo de estrutura resultam, tipicamente, em modelos com precisão muito limitada
(SÖDERSTRÖM; STOICA, 1989). Quando é necessário um modelo mais confiável para
representar o sistema, então, são utilizados os modelos paramétricos.

Modelos paramétricos, por sua vez, são caracterizados por um vetor finito de parâ-
metros, denotado por θ. Para sistemas lineares e invariantes no tempo, um exemplo de
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modelo paramétrico é o modelo probabilístico completo (LJUNG, 1999), que para o caso
de sistemas com ruído na entrada e saída, pode ser representado por

M(θ) :



y(t, θ) = G(q,θ)u0(t) +H(q,θ)w(t),

u(t, θ) = u0(t) + L(q,θ)ũ(t),

fw(x, θ), é a função densidade de probabilidade de w(t),

fũ(x, θ), é a função densidade de probabilidade de ũ(t),

w(t) e ũ(t) são ruído branco.

(23)

onde θ ∈ Rn e x é a variável independente das funções densidade de probabilidade

(p.d.f.). Usualmente, fw(x, θ) e fũ(x, θ) não são especificadas em termos de uma função,
mas sim de algumas de suas características como os momentos de primeira e segunda
ordem. Também, é comum assumir que os ruídos w(t) e ũ(t) são gaussianos, e assim, as
p.d.f de w(t) e ũ(t) podem ser completamente descritas pelos dois primeiros momentos
(LJUNG, 1999).

É comum, nas aplicações de identificação de sistemas, que o objetivo do procedimento
seja caracterizar somente G(q, θ), H(q, θ) e L(q, θ), sem a necessidade de identificar
fw(x, θ) e fũ(x, θ) completamente. Na identificação por minimização do erro de predição,
por exemplo, adota-se este tipo de abordagem, onde o foco é identificar as funções de
transferência, sem a caracterização completa do modelo probabilístico.

Em relação às funções de transferência G(q, θ), H(q, θ) e L(q, θ), existem diferentes
estruturas que podem ser utilizadas para representá-las. Entre estas, estruturas que são
usadas tradicionalmente na literatura descrevem as mesmas como funções racionais na
variável de atraso (q−1), onde os parâmetros são os coeficientes de seus polinômios do
numerador e denominador. Uma maneira genérica de expressar tais estruturas é dada por
(SÖDERSTRÖM, 2007, 2018)

M(θ) :


y(t) =

B(q, θ)

A(q, θ)
u0(t) +

C(q, θ)

D(q, θ)
w(t)

u(t) = u0(t) +
X(q, θ)

Z(q, θ)
ũ(t),

(24)

onde

A(q, θ) = 1 + a1q
−1 + a2q

−2 + . . .+ anaq
−na , (25)

B(q, θ) = b1q
−1 + b2q

−2 + . . .+ bnb
q−nb , (26)

C(q, θ) = 1 + c1q
−1 + c2q

−2 + . . .+ cncq
−nc , (27)

D(q, θ) = 1 + d1q
−1 + d2q

−2 + . . .+ dnd
q−nd , (28)

X(q, θ) = 1 + x1q
−1 + x2q

−2 + . . .+ xnxq
−nx , (29)

Z(q, θ) = 1 + z1q
−1 + z2q

−2 + . . .+ znzq
−nz , (30)
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e

θ =
[
a1 . . . ana b1 . . . bnb c1 . . . cnc d1 . . . dnd

x1 · · · xnx z1 · · · znz

]T
. (31)

Além disso, é comum assumir que o sinal de entrada u0(t) também seja modelado como
um processo ARMA (Autoregressive moving average), visto que esta categoria de mode-
los é útil para descrever, de forma genérica, processos estacionários ou quasi-estacionários

(SÖDERSTRÖM, 2018).
Para grande parte das aplicações práticas, a estrutura (24) é muito genérica e alguns

dos polinômios apresentados devem ser fixados em 1 ou 0. A escolha da estrutura mais
adequada depende de cada caso, onde a natureza do processo e dos ruídos são os principais
aspectos que influenciam nesta decisão.

Neste trabalho, postula-se que a estrutura de modelo escolhida será simbolizada por
M e um modelo específico dentro desta estrutura será simbolizado por M(θ):

M(θ) ≜
[
G(q, θ) H(q, θ) L(q, θ)

]
. (32)

A tarefa da técnica de identificação, então, é encontrar o vetor de parâmetros θ, dentro da
estrutura escolhida M, que melhor se ajuste aos dados ZN coletados.

Porém, existe outra característica fundamental da estrutura do modelo que deve ser
satisfeita para que seja desenvolvida uma identificação adequada do sistema ideal, que
é a identificabilidade da mesma. De fato, há na literatura definições formais e amplas
em relação a identificabilidade de estruturas de modelo. Além de ser um assunto que
requer o estudo aprofundado e específico para diferentes classes de modelos, como nos
trabalhos (BAZANELLA et al., 2014) e (CAMPESTRINI et al., 2014), onde são feitos
respectivamente, a análise de identificabilidade para uma classe de modelos não lineares
em uma forma de Brunovsky estendida e para um modelo não linear de um biorreator.
No entanto, como tal assunto não é o foco deste trabalho o mesmo não será detalhado
neste capítulo. Mais informações sobre tal assunto podem ser encontradas nas referências
(SÖDERSTRÖM; STOICA, 1989; LJUNG, 1999; SÖDERSTRÖM, 2018).

Também, é importante introduzir uma premissa com relação ao sistema ideal e sua re-
lação com a estrutura de modelo escolhida e a definição de vetor de parâmetros ideais (ou
reais), as quais são usadas de forma recorrente no trabalho e na literatura de identificação
para simplificar as análises das metodologias.

Premissa 2.1. O sistema ideal S, representado por um modelo gerador de dados, que se

quer identificar pertence à classe de modelos escolhida, i.e. S ∈ M. Em outras palavras,

∃θ0 : M(θ0) = S.

É importante salientar que esta premissa é considerada apenas em alguns casos, para
simplificar e possibilitar a análise de propriedades para os métodos de identificação. Con-
tudo, em situações práticas não é possível verificá-la.
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Definição 2.4. O valor de θ0 : M(θ0) = S é conhecido como vetor de parâmetros ideais

(ou reais).

2.4 Identificação de sistemas com ruído na saída

No contexto deste trabalho, uma das técnicas de identificação que são exploradas e
aprimoradas com o uso da ferramenta de regularização é voltada para a identificação de
uma subcategoria do sistema que é descrito em (1)-(8), que são os sistemas com ruído
somente em sua saída, ou seja, onde ũ(t) = 0. De fato, este é o tipo de sistema mais
estudado e abordado na literatura de identificação clássica do tema, como pode ser visto
em (LJUNG, 1999; SÖDERSTRÖM; STOICA, 1989).

Ao considerar este tipo de sistema, a saída pode ser escrita como

y(t) = G0(q)u(t) +H0(q)w(t), (33)

onde a principal particularidade deste sistema é que o sinal u(t) é totalmente conhecido e
manipulado pelo usuário, e não contém nenhum tipo de ruído ou incerteza em sua compo-
sição. As demais características dos sinais u(t) e w(t) se mantém em relação ao que fora
descrito anteriormente na Seção 2.1: ambos são considerados sinais quasi-estacionários

e, para dados de experimentos coletados em malha aberta, considera-se que u(t) e v(t)
são descorrelacionados, i.e.:

ruv(τ) = Ē[u(t+ τ)v(t)] = 0, ∀τ. (34)

Neste caso, o sistema ideal é definido por

S ≜
[
G0(q) H0(q)

]
, (35)

e a Figura 3 mostra um diagrama de blocos deste sistema ideal.

Figura 3 – Diagrama de blocos do sistema ideal com ruído somente na saída.

G0(q) +

H0(q)

u(t) y(t)

w(t)

Fonte: do autor.

Para esta categoria de sistemas com ruído somente na saída é comum representar os
modelos G(q,θ) e H(q,θ) com a seguinte forma, particularizando a relação (24) (LJUNG,
1999):

A(q, θ)y(t) =
B(q, θ)

F (q, θ)
u(t) +

C(q, θ)

D(q, θ)
w(t), (36)
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onde

A(q, θ) = 1 + a1q
−1 + a2q

−2 + . . .+ anaq
−na , (37)

B(q, θ) = b1q
−1 + b2q

−2 + . . .+ bnb
q−nb , (38)

C(q, θ) = 1 + c1q
−1 + c2q

−2 + . . .+ cncq
−nc , (39)

D(q, θ) = 1 + d1q
−1 + d2q

−2 + . . .+ dnd
q−nd , (40)

F (q, θ) = 1 + f1q
−1 + f2q

−2 + . . .+ fnf
q−nf , (41)

e

θ =
[
a1 . . . ana b1 . . . bnb c1 . . . cnc d1 . . . dnd

f1 · · · fnf

]T
. (42)

Neste sentido, a Tabela 1 demonstra cada polinômio presente nas estruturas que são mais
usadas na prática de identificação de sistemas com ruído somente na saída. Na Tabela
1, a coluna da esquerda mostra os polinômios presentes em cada estrutura e a coluna da
direita apresenta o nome da estrutura respectiva.

Tabela 1 – Polinômios de (36) utilizados em estruturas padrão de modelos.
Polinômios (36) Nome da estrutura

A AR (AutoRegressive)
B FIR (Finite Impulse Response)
C MA (Moving Average)

A, B ARX (AutoRegressive with eXogenous inputs)
A, B, C ARMAX (AutoRegressive Moving Average with eXogenous inputs)

A, C ARMA (AutoRegressive Moving Average)
B, F OE (Output Error)

B, F, C, D BJ (Box-Jenkins)
Fonte: (LJUNG, 1999).

2.4.1 O método de minimização do erro de predição

Nesta seção do texto será apresentada a técnica de identificação F e o critério que é
minimizado para ajustar o modelo M(θ) aos dados ZN no caso de sistemas com ruído na
saída. Como pode-se perceber, a técnica é um mapa, responsável por levar o usuário de
um conjunto de dados ZN até o vetor de parâmetros estimado θ̂:

F : ZN → θ̂ ∈ Dθ. (43)

Para realizar a identificação do modelo, existem diferentes abordagens que podem ser
utilizadas, como técnicas baseadas em correlação, técnicas de máxima verossimilhança,
técnicas de variáveis instrumentais, etc. Entre estas, aquela que é considerada o estado da



29

arte clássico, consolidada na literatura e disponível em softwares dedicados e eficientes
para este fim, é a técnica de minimização do erro de predição (LJUNG; CHEN; MU,
2020).

Como o próprio nome indica, a técnica é baseada em minimizar o erro de predição
entre o modelo do sistema e a saída real que é coletada do experimento. O erro de predição
é definido por

ε(t, θ) ≜ y(t)− ŷ(t, θ), (44)

com y(t) sendo a saída coletada e ŷ(t, θ) a saída predita um passo a frente pelo modelo,
ou seja, que prediz y(t) usando o conjunto de dados Zt−1. Na teoria de identificação de
sistemas lineares, o preditor ótimo um passo a frente, que produz a menor variância do
erro de predição é dado por (LJUNG, 1999)

ŷ(t,θ) = H(q, θ)−1G(q,θ)u(t) + (1−H(q,θ)−1)y(t). (45)

É importante destacar que o preditor da equação (45) depende somente de valores pas-
sados de y(t) e u(t). Também, é importante que a classe de modelos seja uniformemente

estável para todo θ ∈ Dθ para que o preditor convirja e suas derivadas também, possi-
bilitando a solução do problema de otimização e evitando erros numéricos. Para isso,
introduz-se o conceito de estrutura uniformemente estável:

Definição 2.5. (LJUNG, 1999) Uma estrutura de modelos M é uniformemente estável se

os filtros X(q, θ),
∂X(q, θ)

∂θ
e
∂2X(q, θ)

∂θ2
são estáveis, onde

X(q, θ) =
[
H(q, θ)−1G(q, θ) (1−H(q, θ)−1)

]
. (46)

Dessa forma, para desenvolver a identificação do modelo a partir do conjunto de dados
ZN coletados do processo, minimiza-se um critério que mede o erro de predição neste
conjunto. Neste cenário, podem ser usados alguns critérios, onde o mais comum é a
seguinte norma quadrática:

VN(θ, Z
N) =

1

N

N∑
t=1

ε(t,θ)2. (47)

E, enfim, a estimativa dos parâmetros é dada ao minimizar o critério do erro de predição,
dado em (47), ou seja, deve-se resolver o seguinte problema de otimização:

θ̂pe = arg min
θ ∈ Dθ

VN(θ, Z
N). (48)

Cabe destacar, porém, que realizar o procedimento de identificação descrito em (48)
pode não ser uma tarefa simples. Claramente, o problema depende do conjunto de dados
ZN e do vetor de parâmetros θ. Em algumas estruturas de modelo, como estruturas do tipo
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ARX, FIR e AR, a solução do problema descrito em (48) é dada por algoritmos mais sim-
ples. Nestes casos, em particular, o algoritmo de mínimos quadrados pode ser utilizado
para resolver o problema. Para outras estruturas, no entanto, é necessário utilizar algo-
ritmos mais complexos de otimização, visto que o problema se torna não convexo, onde
a função VN(θ, ZN) pode conter mínimos locais e, possivelmente, resultar em problemas
mal condicionados (SÖDERSTRÖM; STOICA, 1989; ECKHARD, 2012).

Agora, uma vez que a metodologia de identificação por minimização do erro de pre-
dição foi apresentada, serão discutidas as propriedades estatísticas das estimativas resul-
tantes de tal metodologia, que medem a qualidade das mesmas.

2.4.2 Propriedades da estimativa por minimização do erro de predição

A estimação dos parâmetros e do modelo do sistema sempre vai conter erros, devido
a quantidade finita de dados usados na identificação e ao ruído que contamina a saída do
sistema (LJUNG, 1999). Assim sendo, uma forma de avaliar a qualidade das estimativas
obtidas pela identificação por minimização do erro de predição é medindo algumas de
suas propriedades estatísticas. Para tanto, na literatura de identificação e neste trabalho,
as propriedades avaliadas são a consistência, a polarização, a covariância e o erro médio

quadrático da estimativa.
Primeiramente, antes de introduzir as propriedades, é importante lembrar as conside-

rações e premissas feitas a respeito do sistema, da condição experimental e da estrutura de
modelos. A condição experimental fornece os dados ZN , descritos em (18). Por simplici-
dade, aqui os dados são considerados informativos o suficiente com respeito a estrutura do
modelo. Além disso, o sistema ideal S e o modelo identificado M(θ̂) são caracterizados
aqui, em um primeiro momento, por suas respostas em frequência, para que seja possí-
vel introduzir um conceito mais amplo das propriedades estatísticas mencionadas acima.
Dessa forma, introduz-se:

S(ejω) =
[
G0(e

jω) H0(e
jω)
]

(49)

M(ejω, θ̂) =
[
G(ejω, θ̂) H(ejω, θ̂)

]
, (50)

onde ejω é a variável de frequência complexa, com ω denotando a frequência, com uni-
dade de rad/amostra, e j =

√
−1. A princípio, não é feita nenhuma consideração a

respeito da estrutura de modelo escolhida. Com isto, são definidas as propriedades da
estimativa do modelo em função das respostas em frequência.

Definição 2.6. (CHEN; OHLSSON; LJUNG, 2012) O erro de polarização da estimativa

do modelo é definido como

Bθ̂(e
jω) ≜ E

[
M(ejω, θ̂)

]
− S(ejω). (51)

O erro de polarização mede a diferença entre a média dos modelos estimados com
uma determinada metodologia e o modelo real.
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Definição 2.7. (CHEN; OHLSSON; LJUNG, 2012) O erro de covariância do modelo é

definido como

Vθ̂(e
jω) ≜ E

[(
M(ejω, θ̂)− E

[
M(ejω, θ̂)

])(
M(ejω, θ̂)− E

[
M(ejω, θ̂)

])T]
. (52)

O erro de covariância mede a diferença média entre uma estimativa específica e a
média dos modelos estimados. Por fim, uma medida mais ampla, que contempla as duas
anteriores é o erro médio quadrático do modelo:

Definição 2.8. (CHEN; OHLSSON; LJUNG, 2012) O erro médio quadrático do modelo

é definido por

Qθ̂(e
jω) ≜ E

[(
M(ejω, θ̂)− S(ejω)

)(
M(ejω, θ̂)− S(ejω)

)T]
(53)

Qθ̂(e
jω) = Bθ̂(e

jω)Bθ̂(e
jω)T + Vθ̂(e

jω). (54)

Fica evidente que, quanto menor estes erros, melhor será a estimativa do modelo.
Porém, nem sempre minimizar uma das propriedades acarreta na minimização das outras,
sendo necessário, geralmente, avaliar caso a caso o que é mais relevante.

A análise de algumas destas propriedades é desenvolvida na literatura de identificação
para o caso assintótico, onde o número de dados é muito elevado, isto é, N → ∞. Tais
análises são realizadas desta forma pois desenvolver as mesmas para um número de dados
finito e genérico é uma tarefa muito complicada (LJUNG, 1999). Assim sendo, quanto
menos dados forem utilizados nas aplicações de identificação, menos verossímeis são
tais propriedades. Neste sentido, é apresentada, também, a definição de consistência da
estimativa do modelo:

Definição 2.9. (LJUNG, 1999) A estimativa do modelo é dita consistente se converge

para o sistema ideal quando N → ∞, ou seja

G(ejω, θ̂) → G0(e
jω), H(ejω, θ̂) → H0(e

jω), N → ∞. (55)

As propriedades definidas acima medem a diferença entre os modelos estimados e o
sistema ideal de uma forma ampla, relacionando a diferença das respostas em frequência
dos mesmos. Isto engloba, inclusive, o caso no qual a estrutura do modelo não é sufi-
ciente para reproduzir o sistema ideal, ou seja, quando a Premissa 2.1 não é satisfeita.
Neste caso, tais propriedades serão dependentes de características do conjunto de dados
e da diferença entre a estrutura do modelo real e da estrutura escolhida para realizar a
identificação. Isto impossibilita uma análise genérica das propriedades estatísticas, sendo
necessário um estudo específico para cada caso (SÖDERSTRÖM; STOICA, 1989).

Logo, para possibilitar a análise das propriedades estatísticas do método de identifica-
ção por minimização do erro de predição com relação aos parâmetros estimados, assume-
se que a Premissa 2.1 é satisfeita, ou seja, que o sistema ideal pertença a classe de modelos
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escolhidos para o procedimento de identificação, isto é, S ∈ M. Com isto, agora é possí-
vel definir as propriedades estatísticas em função de relações entre os parâmetros, como
segue.

Definição 2.10. A polarização dos parâmetros do modelo é definida como

Bθ̂ ≜ E[θ̂]− θ0. (56)

Definição 2.11. A covariância dos parâmetros é definida como

Vθ̂ ≜ E

[(
E[θ̂]− θ̂

)(
E[θ̂]− θ̂

)T]
. (57)

Definição 2.12. O erro médio quadrático dos parâmetros é definido como

Qθ̂ ≜ E

[(
θ̂ − θ0

)(
θ̂ − θ0

)T]
(58)

Qθ̂ = Bθ̂B
T
θ̂
+ Vθ̂. (59)

Definição 2.13. A estimativa dos parâmetros é dita consistente, se o vetor dos parâmetros

converge para o vetor real de parâmetros quando N → ∞, isto é

θ̂ → θ0, N → ∞. (60)

A partir destas definições, um dos principais resultados da identificação por minimi-
zação do erro de predição por ser enunciado no teorema que segue.

Teorema 2.1. (Adaptado de (LJUNG, 1999)) Seja a estimativa de minimização por erro

de predição θ̂pe, definida anteriormente por (48), M uma estrutura de modelo unifor-

memente estável e o conjunto de dados Z∞ suficientemente informativo com respeito a

estrutura do modelo, então

θ̂pe → θ0, N → ∞, (61)

isto é, a estimativa é consistente, ou seja, não polarizada para o limite N → ∞.

O resultado expresso no Teorema 2.1 é fundamental na teoria de identificação e diz
que, satisfeita a Premissa 2.1, assim como as condições sobre o conjunto de dados e sobre
a estrutura do modelo, a estimativa dos parâmetros por minimização do erro de predição
é consistente, ou não polarizada no cenário assintótico, ou seja, para N → ∞.

Além disso, outro fator fundamental para medir a qualidade da estimativa por minimi-
zação do erro de predição é a variância da mesma. Para isso, na literatura é desenvolvida
a análise da seguinte variável:

Xpe ≜
√
N
(
θ̂pe − θ0

)
, (62)



33

onde se mostra, usando o Teorema do Limite Central, que a mesma converge em distri-
buição, quando N → ∞ para (LJUNG, 1999)

Xpe
dist−→ N

(
0,Upe

)
, N → ∞ (63)

onde N (0,Upe) denota uma variável aleatória de distribuição gaussiana com média zero
e matriz de covariância Upe. A matriz Upe, por sua vez, é calculada a partir da seguinte
relação (LJUNG, 1999):

Upe = lim
N→∞

E
[
XpeX

T
pe

]
(64)

Upe = σ2
wĒ
[
ψ(t, θ0)ψ(t, θ0)

T
]−1

, (65)

com o vetor ψ(t, θ0) sendo definido por

ψ(t, θ0) ≜
∂ŷ(t, θ)

∂θ

∣∣∣∣
θ=θ0

. (66)

Com isto, outro resultado fundamental da literatura do tema é a conclusão de que a esti-
mativa dos parâmetros na técnica de identificação por erro de predição tem, aproximada-
mente, a seguinte matriz de covariância quando o número de dados N é elevado (LJUNG,
1999):

Vθ̂pe
≈ Upe

N
, N → ∞. (67)

É importante enfatizar que, quando o ruído w(t) tem distribuição gaussiana, a matriz de
covariância (67) atinge o limite de Cramér-Rao, que é o limite mínimo de covariância para
estimadores não polarizados do sistema ideal S (LJUNG, 1999). Isto significa que não
existe estimador não polarizado que alcance menor covariância. Ainda, como a estimativa
por minimização do erro de predição é não polarizada, pode-se concluir que a matriz de
erro médio quadrático dos parâmetros, neste cenário, é calculada por

Qθ̂pe
= Vθ̂pe

≈ Upe

N
. (68)

Outro resultado interessante no que diz respeito à estimativa θ̂pe é que pode-se formar
os intervalos de confiança para a mesma a partir dos resultados mostrados acima. Como
a variável aleatória Xpe converge para uma distribuição gaussiana quando N → ∞, é
possível concluir que a seguinte variável:(

θ̂pe − θ0

)T (Upe

N

)−1 (
θ̂pe − θ0

)
, (69)

por sua vez, converge para uma distribuição qui-quadrado. Dessa forma, pode-se dizer
que o vetor de parâmetros θ̂pe pertence ao seguinte conjunto elipsoidal (LJUNG, 1999):

Qθ =

{
θ̂pe :

(
θ̂pe − θ0

)T (Upe

N

)−1 (
θ̂pe − θ0

)
≤ χ2

α

}
, (70)



34

com probabilidade α, com χ2
α sendo o valor da distribuição de probabilidade para o nível

α de confiança (LJUNG, 1999). Neste sentido, a Tabela 2 demonstra os valores da distri-
buição qui-quadrado em função dos percentis e dos graus de liberdade (GL) da variável
aleatória.

Tabela 2 – Valores da distribuição qui-quadrado χ2
α em função dos percentis α e dos graus

de liberdade da variável aleatória.
α

GL 90 % 95% 97.5% 99% 99.5%

1 2.7055 3.8415 5.0239 6.6349 7.8794
2 4.6052 5.9915 7.3778 9.2104 10.5965
3 6.2514 7.8147 9.3484 11.3449 12.8381
4 7.7794 9.4877 11.1433 13.2767 14.8602
5 9.2363 11.0705 12.8325 15.0863 16.7496
6 10.6446 12.5916 14.4494 16.8119 18.5475
7 12.0170 14.0671 16.0128 18.4753 20.2777

Fonte: (PAPOULIS; PILLAI, 2002).

Como visto nesta seção, o método de identificação por minimização do erro da predi-
ção possui propriedades estatísticas muito interessantes. No caso assintótico, suas es-
timativas são não polarizadas e sua matriz de covariância atinge o limite mínimo de
Cramér-Rao, propriedades que mostram que as estimativas obtidas com tal metodologia
de identificação são de ótima qualidade. Porém, tais propriedades são válidas somente
se for possível encontrar o valor correto de θ̂pe, o que pode ser uma tarefa complicada
dada a complexidade do problema de otimização (48) para algumas estruturas de modelo
(ECKHARD, 2012). Assim, é importante usar ferramentas computacionais apropriadas
para a solução do problema em questão, como é o caso dos pacotes IDENT (System Identi-

fication Toolbox) e SIB (Slow is Better), ambos para o ambiente MATLAB, onde o último
é baseado nos algoritmos expostos em (ECKHARD et al., 2013).

Também é importante observar que as propriedades são extremamente vantajosas no
caso em que a Premissa 2.1 é satisfeita e quando o número de dados é muito elevado,
tendendo ao infinito. Caso contrário, quando o número de dados é pequeno, não se pode
afirmar nada em relação as propriedades e, como é difícil satisfazer a Premissa 2.1 em
situações práticas, é comum escolher modelos de ordem elevada nos procedimentos de
identificação, o que pode resultar em erros de variância elevada e, ainda, em problemas
numéricos na solução da otimização.



35

2.4.3 Escolha da ordem do modelo

Por fim, um aspecto essencial no procedimento de identificação, que ainda não foi
comentado é a escolha da ordem do modelo. Na seção 2.3 e no início da seção 2.4 foram
apresentadas diferentes estruturas do modelo que podem ser utilizadas. Contudo, nada
foi dito a respeito da escolha da ordem do modelo, isto é, quantos parâmetros devem ser
identificados, ou de forma equivalente, qual a ordem dos polinômios (37), (38), (39), (40),
e (41). Este aspecto é muito importante em aplicações práticas, visto que não é possível
verificar a Premissa 2.1 e, por conseguinte, modelos de alta ordem são usualmente esco-
lhidos de forma a capturar todas as possíveis dinâmicas lineares do sistema. Ultimamente,
ainda, tal assunto tem sido aprimorado na área de identificação com a introdução de novas
estimativas que usam a regularização bayesiana.

Uma escolha de estrutura de modelo linear flexível, com muitos parâmetros a serem
estimados, geralmente produz estimativas com menor polarização, pois é mais fácil se
aproximar do sistema ideal neste cenário. Por outro lado, muitos parâmetros livres re-
sultam em maior erro de variância, visto que uma maior flexibilidade é mais suscetível
às incertezas do ruído. Assim sendo, é necessário estabelecer um compromisso entre os
erros de polarização e variância, visando a minimização do erro médio total. Tal com-
promisso é consequência de uma escolha adequada para a ordem da estrutura do modelo
(CHEN; OHLSSON; LJUNG, 2012).

Logo, existem alguns critérios para identificação por minimização do erro de predição
que também levam em consideração a ordem do modelo escolhido, ou o número de pa-
râmetros n, visando reduzir o erro de variância. Um destes critérios é conhecido como o
critério de informação de Akaike (AIC), que penaliza um número elevado de parâmetros,
buscando um equilíbrio entre flexibilidade e variância:

θ̂aic = arg min
θ

[
ln(VN(θ, Z

N)) + 2
n

N

]
, (71)

onde a minimização também é feita sobre uma família de estruturas de modelo com nú-
meros de parâmetros diferentes (PILLONETTO et al., 2014). Outro critério utilizado
neste contexto, que é uma variação do anterior, é conhecido como critério de informação
bayesiana (BIC):

θ̂bic = arg min
θ

[
ln(VN(θ, Z

N)) + ln(N)
n

N

]
. (72)

Por fim, outra técnica muito utilizada neste sentido, de escolha da ordem ótima do
modelo, é a validação cruzada (CV). Tal técnica consiste em três passos (CHEN; OHLS-
SON; LJUNG, 2012):

i) Separar os dados coletados do experimento em duas partes: uma para a etapa de
estimação e outra para a validação;
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ii) Estimar os modelos com a minimização do erro de predição;

iii) Calcular o erro entre a saída medida e a saída predita pelo modelo usando os dados
de validação:

ϵ(t, n) =
1

N

N∑
t=1

(
y(t)−G(q, θ̂pe)u(t)

)2
. (73)

iv) Escolher o valor de n que minimiza ϵ(t, n).

Na nova abordagem que surgiu no campo de identificação, esta etapa de escolha de
ordem do modelo é simplificada e realizada ao mesmo tempo que a identificação de pa-
râmetros. Este tem sido o papel da regularização bayesiana nos últimos anos, onde é
possível aprimorar as estimativas no caso de desconhecer a ordem do modelo real.

2.5 Identificação com regularização bayesiana

Na última década, uma abordagem alternativa para resolver os problemas típicos de
identificação de sistemas tem surgido com muito destaque na literatura do tema. Tal abor-
dagem tem origem no campo de aprendizado de máquinas a partir dos trabalhos (PILLO-
NETTO; DE NICOLAO, 2010; PILLONETTO; CHIUSO; DE NICOLAO, 2011) e foi
levada à comunidade de controle com conteúdo, linguagem e notação mais acessível em
(CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014), relacionando a nova
abordagem com as técnicas clássicas de identificação e o uso da ferramenta de regulariza-
ção para sistemas que possuem ruído branco em sua saída. Assim sendo, o objetivo desta
subseção é fazer uma revisão bibliográfica, expondo esta nova abordagem de identifica-
ção de sistemas com regularização. Neste contexto, as ideias que foram aproveitadas do
campo de aprendizado de máquina permitiram que se estabelecesse uma relação entre o
uso de regularização e a estimação bayesiana.

2.5.1 Identificação com o método dos mínimos quadrados

Aqui será descrita a identificação de modelos FIR com a técnica de mínimos quadra-
dos, que é o ponto de partida para introduzir a ferramenta de regularização. Vale ressaltar,
ainda, que esta metodologia se enquadra naquelas descritas na subseção 2.4.1, sendo um
caso particular de minimização do erro de predição.

Cabe ressaltar aqui que o método dos mínimos quadrados para a identificação de sis-
temas FIR fornece uma estimativa não polarizada tanto no caso de sistemas que possuem
ruído branco quanto no caso de sistemas com ruído colorido. No entanto, considera-se
aqui que o sistema ideal possui ruído branco em sua saída, isto é, H0(q) = 1, pois este é o
caso estudados nos trabalhos de identificação com regularização tradicionais da literatura
até este momento. O caso de ruído colorido será abordado no capítulo 3. Dessa forma,
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estipula-se que a saída do sistema ideal estudado neste cenário é descrita por

y(t) = G0(q)u(t) + w(t). (74)

Em modelos com estrutura FIR, considera-se a expansão da função G(q, θ) no opera-
dor de atraso (q−1). Assim a saída predita pelo modelo pode ser escrita como

ŷ(t, θ) =

nb∑
k=1

gk(θ)u(t− k), (75)

com gk(θ) sendo o k−ésimo coeficiente da resposta ao impulso. Aqui, vale lembrar que
u(t) é a entrada do processo. Também, destaca-se que a resposta ao impulso de um
modelo FIR tem suporte finito, ou seja, a mesma é truncada até o coeficiente nb. Para
sistemas estáveis, que apresentam resposta ao impulso que decaem exponencialmente e
convergem, este truncamento é razoável e ainda permite que o sistema seja caracterizado
ou aproximado por tais modelos.

Assim, ao reescrever o preditor ótimo um passo a frente para esta classe de modelos,
chega-se em uma equação de regressão linear:

ŷ(t, θ) = φ(t)T θ, (76)

onde φ(t) ∈ Rnb é o vetor regressor e θ ∈ Rnb o vetor de parâmetros, que contém os
coeficientes da resposta ao impulso:

φ(t) =
[
u(t− 1) u(t− 2) . . . u(t− nb)

]T
, (77)

θ =
[
b1 b2 . . . bnb

]T
=
[
g1 g2 . . . gnb

]T
. (78)

O critério de identificação por minimização de erro de predição para este tipo de estrutura
de modelos se torna:

VN(θ, Z
N) =

1

N

N∑
t=1

(
y(t)− φ(t)T θ

)2
, (79)

que também é conhecido como critério de mínimos quadrados ordinários. Tal função é
quadrática no vetor de parâmetros θ e, sendo assim, o problema de identificação por mi-
nimização do erro de predição, possui solução analítica, dada pela estimativa de mínimos

quadrados ordinários (LJUNG, 1999; PILLONETTO et al., 2014):

θ̂mq = arg min
θ

VN(θ, Z
N), (80)

θ̂mq =

(
1

N

N∑
t=1

φ(t)φ(t)T

)−1(
1

N

N∑
t=1

φ(t)y(t)

)
. (81)
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É importante destacar que, para haver solução única para o problema de identificação
acima, a matriz

∑N
t=1 φ(t)φ(t)

T deve ser inversível. Tal condição é uma consequência da
persistência de excitação do sinal u(t).

Uma forma alternativa de escrever o problema é a forma vetorial, onde todas as ob-
servações são acumulados no mesmo vetor. Em tal descrição do sistema, o preditor ótimo
assume a seguinte forma:

Ŷ = Φθ, (82)

onde

Ŷ =
[
ŷ(1, θ) ŷ(2, θ) . . . ŷ(N, θ)

]T
, (83)

Φ =
[
φ(1) φ(2) . . . φ(N)

]T
. (84)

Nesta nova forma vetorial, a estimativa de mínimos quadrados é encontrada através da
seguinte relação:

θ̂mq =
(
ΦTΦ

)−1 (
ΦTY

)
. (85)

A princípio, uma grande vantagem de realizar a identificação de um sistema com um
modelo FIR é a simplicidade da solução, que é dada pelo algoritmo dos mínimos quadra-
dos. Contudo, quando este procedimento é utilizado, o número de parâmetros identifica-
dos geralmente é elevado, visto que deve-se escolher n = nb de forma a capturar todos os
coeficientes da resposta ao impulso do sistema. Dessa forma, enquanto é comum utilizar
entre 2, 4, 6 ou até 10 parâmetros para estruturas de modelo do tipo ARX, ARMAX e OE,
para estruturas do tipo FIR são utilizados entre 50, 100 ou 200 parâmetros.

Enquanto por um lado é vantajoso escolher um modelo do tipo FIR de alta ordem pela
sua flexibilidade, pois ele é capaz de capturar toda a resposta ao impulso do sistema for-
necendo uma estimativa não polarizada, uma consequência negativa dessa escolha é que
a covariância da estimativa se torna muito elevada (LJUNG, 1999; CHEN; OHLSSON;
LJUNG, 2012; PILLONETTO et al., 2014), tornando o procedimento de identificação
impreciso.

Portanto, para aprimorar a qualidade da estimativa neste procedimento em relação
à sua elevada covariância, ressurgiu na literatura de identificação o uso da ferramenta
de regularização. Com o uso desta ferramenta é possível reduzir a alta covariância das
estimativas adicionando uma pequena polarização nas mesmas. Isto resulta, na média,
em modelos mais precisos.

2.5.2 Identificação com o método dos mínimos quadrados regularizado

Agora, com o objetivo de regularizar a estimativa e aprimorar a qualidade da mesma, é
necessário adicionar um termo de regularização no critério de identificação. Na literatura,
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particularmente em (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014), é
proposta uma regularização do tipo L2. Assim sendo, a estimativa dos parâmetros para
um sistema FIR por meio dos mínimos quadrados regularizados é dada por

θ̂r = arg min
θ

[
VN(θ, Z

N) + θTP−1θ
]
, (86)

onde P ∈ Rn×n é a matriz de regularização. O problema acima, assim como o pro-
blema tradicional de mínimos quadrados, é convexo e possui solução analítica, dada por
(PILLONETTO et al., 2014):

θ̂r = (PΦTΦ + I)−1(PΦTY ). (87)

Ressalta-se que se a matriz P é singular, o que ocorre em alguns casos, então o problema
descrito em (86) não é bem definido. Neste caso, a matriz deve ser decomposta em seus
valores singulares para reescrever outro problema de otimização (PILLONETTO et al.,
2014):

P =
[
V1 V2

] [ΛP 0

0 0

][
V T
1

V T
2

]
, (88)

onde ΛP é uma matriz diagonal e seus elementos são os valores singulares de P . A
matriz V =

[
V1 V2

]
é ortogonal e V1 possui o mesmo número de colunas de ΛP . Agora,

o problema de otimização pode ser reescrito como
θ̂r = arg min

θ

(
VN(θ, Z

N) + θTV1Λ
−1
P V T

1 θ
)

sujeito a V T
2 θ = 0,

(89)

o qual possui a mesma solução do problema anterior, dada por (87).

2.5.3 Propriedades da estimativa por mínimos quadrados com regularização

Para mensurar, então, a qualidade das estimativas pelo método de identificação com
mínimos quadrados regularizados para modelos com estrutura FIR, aqui são apresentadas
as propriedades estatísticas do método. Primeiramente, assume-se que o sistema a ser
identificado satisfaz a Premissa 2.1, ou seja, que S ∈ M(θ), que neste caso é um sistema
FIR. Além disso, como mencionado anteriormente, aqui considera-se o caso em que o
ruído presente na saída do sistema é branco e, com isso, pode-se escrever:

y(t) = φ(t)T θ0 + w(t), (90)

que é a forma de regressão linear para a saída do sistema ideal. Também, apresenta-se a
saída na formulação onde todas as amostras estão acumuladas em vetores/matrizes:

Y = Φθ0 +W, (91)
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onde

Y =
[
y(1) y(2) . . . y(N)

]T
, (92)

W =
[
w(1) w(2) . . . w(N)

]T
, (93)

E[WW T ] = σ2
wI, (94)

o que auxilia na dedução das propriedades.
Assim, analisa-se o valor esperado de θ̂r com o objetivo de obter a polarização em

seguida:

E
[
θ̂r

]
= E

[(
PΦTΦ + I

)−1
PΦTY

]
(95)

= E
[(
PΦTΦ + I

)−1
PΦT (Φθ0 +W )

]
(96)

=
(
PΦTΦ + I

)−1
PΦT Φθ0. (97)

Assim, nota-se que E[θ̂r] ̸= θ0, ou seja, a estimativa de mínimos quadrados regularizados
é polarizada. A polarização, por sua vez, é calculada por (CHEN; OHLSSON; LJUNG,
2012; PILLONETTO et al., 2014)

Br(P ) = E
[
θ̂r

]
− θ0 (98)

=
(
PΦTΦ + I

)−1
PΦT Φθ0 −

(
PΦTΦ + I

)−1 (
PΦTΦ + I

)
θ0 (99)

= −
(
PΦTΦ + I

)−1
θ0. (100)

Vale destacar que caso não haja regularização, o método se torna o mínimos quadrados
ordinários e, nesse caso, a polarização é nula, como demonstrado em (LJUNG, 1999).

A covariância das estimativas para esta técnica de identificação pode ser calculada por
(CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014)

Vr(P ) = E

[(
E[θ̂r]− θ̂r

)(
E[θ̂r]− θ̂r

)T]
. (101)

= E
{[(

PΦTΦ + I
)−1

PΦTY −
(
PΦTΦ + I

)−1
PΦTΦθ0

]
×
[(
PΦTΦ + I

)−1
PΦTY −

(
PΦTΦ + I

)−1
PΦTΦθ0

]T }
. (102)

Ao realizar a substituição da relação W = Y −ΦT θ0 na equação da covariância, chega-se
em:

Vr(P ) = E
[(
PΦTΦ + I

)−1
PΦTWW TΦP T

(
ΦTΦP T + I

)−1
]

(103)

= σ2
w

(
PΦTΦ + I

)−1
PΦTΦP T

(
ΦTΦP T + I

)−1
. (104)

Por fim, analisando a MSE, propriedade que abrange as duas anteriores, pela rela-
ção descrita em (59) e combinando (100) e (104), conclui-se que (CHEN; OHLSSON;
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LJUNG, 2012; PILLONETTO et al., 2014):

Qr(P ) = σ2
w

(
PΦTΦ + I

)−1 (
σ−2
w θ0θ

T
0 + PΦTΦP T

) (
ΦTΦP T + I

)−1
. (105)

A partir das propriedades de polarização (100), variância (104) e erro médio quadrá-
tico (105) dos parâmetros descritas acima, é possível ver a relação entre tais propriedades
e a matriz de regularização P . Nota-se que a estimativa será polarizada, o que é uma
desvantagem em relação à estimativa tradicional de mínimos quadrados para sistemas do
tipo FIR. Contudo, conforme demonstra-se na sequência, existe uma matriz ótima P que
minimiza o erro médio quadrático dos parâmetros em um certo sentido matricial.

2.5.4 Matriz ótima de regularização

No contexto de identificação com mínimos quadrados regularizados existe uma esco-
lha de matriz P que minimiza o erro médio quadrático das estimativas, conforme enunci-
ado no Teorema 2.2 (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014).

Teorema 2.2 (Matriz ótima de regularização). (CHEN; OHLSSON; LJUNG, 2012) A

matriz de erro médio quadrático, descrita em (105), respeita a seguinte desigualdade

matricial:

trQr(P ) ≥ trQr(P0), ∀P ≥ 0, (106)

com P0 = σ−2
w θ0θ

T
0 .

Prova. A prova do teorema é demonstrada em (CHEN; OHLSSON; LJUNG, 2012).

Cabe dizer que a matriz ótima descrita no Teorema 2.2 depende de quantidades que
não estão disponíveis para o uso em aplicações reais do método, visto que dependem do
valor dos parâmetros ideais, θ0 e da variância σ2

w do ruído de saída, que são desconhecidas.
No entanto, essa matriz pode ser estimada, a partir da metodologia que é descrita na
sequência.

2.5.5 A interpretação bayesiana

A interpretação bayesiana do procedimento de identificação é uma alternativa ampla-
mente conhecida na literatura e que foi revisitada nos trabalhos de PILLONETTO; DE NI-
COLAO (2010); PILLONETTO; CHIUSO; DE NICOLAO (2011); CHEN; OHLSSON;
LJUNG (2012) para o contexto de identificação com regularização. Esta interpretação foi
usada como base para uma metodologia de estimação da matriz de regularização P a par-
tir dos dados coletados do processo, a qual tem se mostrado eficaz em exemplos práticos
de identificação.

Na interpretação bayesiana do procedimento de identificação considera-se que o vetor
de parâmetros θ a ser identificado é uma variável aleatória com distribuição gaussiana
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por si só e sua estimativa é calculada a partir da aplicação do Teorema de Bayes, que
tem origem na teoria de probabilidade. O teorema descreve a probabilidade de ocorrer
um evento A, baseado na ocorrência de outro evento B relacionado a A, o qual se tem
informações prévias (ou a priori). O teorema é formulado da seguinte maneira:

P(A|B) =
P(B|A)P(A)

P(B)
, (107)

com P(A) simbolizando a probabilidade de ocorrer o evento A e P(A|B) simbolizando a
probabilidade a posteriori de ocorrer o evento A, dado que o evento B já ocorreu. Ainda,
é importante ressaltar que esta perspectiva do procedimento de identificação é distinta
daquela descrita na seção 2.4, onde o vetor de parâmetros é uma variável determinística,
mas desconhecida.

Ao considerar que θ é uma variável aleatória gaussiana, como não se tem informação
a priori do valor da mesma, uma hipótese razoável é assumir que a mesma possui média
zero e uma determinada matriz de covariância, simbolizada por Π (PILLONETTO et al.,
2014), ou seja:

θ ∼ N
(
0,Π

)
. (108)

Agora, a partir da relação entre a variável de saída do processo (Y ), o vetor de ruído (W )

e o vetor de parâmetros (θ) de um sistema FIR com ruído branco na saída:

Y = Φθ +W, (109)

pode-se dizer que na interpretação bayesiana, Y e θ são variáveis aleatórias conjuntamente
gaussianas com a seguinte distribuição (PILLONETTO et al., 2014):[

θ

Y

]
∼ N

([
0

0

]
,

[
Π ΠΦT

ΦΠ ΦΠΦT + σ2
wI

])
. (110)

Também, nesta interpretação do procedimento de identificação supõe-se que o ruído w(t)
é gaussiano e independente de θ.

Agora, para realizar a identificação pela interpretação bayesiana usa-se o Teorema de
Bayes para calcular o valor para qual a probabilidade condicional de ocorrer θ, dado que
se mede a saída Y do processo, é maximizada:

θ̂B = arg max
θ

f(θ|Y ) (111)

f(θ|Y ) =
f(Y |θ)f(θ)

f(Y )
, (112)

com f(Y |θ) sendo a função densidade de probabilidade condicional de Y dado θ e f(θ)
e f(Y ) são as funções de densidade a priori de Y e θ. Calcular tal estimativa para o caso
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de variáveis aleatórias conjuntamente gaussianas, como Y e θ descritas em (110), é um
resultado bastante conhecido na literatura de probabilidade (PILLONETTO et al., 2014):

θ|Y ∼ N
(
θ̂B,Πpo

)
(113)

θ̂B = ΠΦT
(
ΦΠΦT + σ2

wI
)−1

Y (114)

Πpo = Π− ΠΦT
(
ΦΠΦT + σ2

wI
)−1

ΦΠ, (115)

onde Πpo é a covariância a posteriori dos parâmetros, que permite calcular intervalos de
incerteza ao redor de θ̂B (PILLONETTO et al., 2014).

À vista disso, ao analisar a estimativa bayesiana expressa em (114) ainda não é possí-
vel traçar um paralelo entre a mesma e a estimativa de mínimos quadrados regularizados.
No entanto, fazendo algumas manipulações algébricas e usando a relaçãoA(I+BA)−1 =

(AB + I)−1A chega-se na seguinte estimativa bayesiana (PILLONETTO et al., 2014):

θ̂B =
(
ΠΦTΦ + I

)−1
ΠΦY. (116)

Enfim, por (116) observa-se que há uma semelhança entre a estimativa bayesiana e a
estimativa por mínimos quadrados regularizados, dada por (87). Nota-se que ambas são
equivalentes se a matriz de regularização for escolhida como P = Π, que é a covariância
a priori de θ. Dessa forma, ao realizar tal escolha, diz-se que a regularização é uma
regularização bayesiana.

Porém, ainda é preciso escolher uma forma de definir ou estimar os valores numéricos
desta matriz de covariância a priori, o que pode ser feito a partir de dados coletados
do processo, assunto abordado na próxima subseção. Ademais, a partir desse paralelo
entre as estimativas citadas, percebe-se que existe uma estreita ligação entre o uso de
regularização e estimativas a priori (CHEN; OHLSSON; LJUNG, 2012). Uma forma de
interpretar esta relação é verificando que escolher P = Π penaliza valores improváveis
de θ na função custo de mínimos quadrados regularizados.

2.5.6 A estimativa dos hiperparâmetros

A interpretação bayesiana do procedimento de identificação também fornece uma me-
todologia para a estimação da matriz Π a partir dos dados coletados. Dessa forma, com
o objetivo de realizar tal estimativa, também é necessário parametrizar tal matriz por um
vetor de hiperparâmetros η, os quais possuem este nome por se tratarem de parâmetros
de uma distribuição a priori. Cabe ressaltar, ainda, que a estimativa dos hiperparâmetros
é feita a partir da distribuição marginal do vetor de saída Y , que segundo a relação (110)
é gaussiano com a seguinte distribuição:

Y ∼ N
(
0,ΦΠ(η)ΦT + σ2

wI
)
. (117)

A partir da distribuição marginal da saída (117), é possível formular um problema de
estimação de η por máxima verossimilhança, usando os dados da saída coletada no expe-
rimento de identificação (PILLONETTO et al., 2014). Neste tipo de problema de máxima
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verossimilhança, os hiperparâmetros são obtidos de forma a maximizar a probabilidade
de terem produzido os dados observados. Isto pode ser traduzido matematicamente como

η̂ = arg max
η

f(Y |η), (118)

onde f(Y |η) denota a função de verossimilhança, que representa a probabilidade de ocor-
rer a saída Y medida, dada a parametrização por η. Vale lembrar, também, que a função
f(Y |η) possui distribuição gaussiana, e por isso é possível escrever a mesma a partir da
p.d.f. da distribuição normal multivariável:

f(Y |η) = 1√
(2π)N |Ψ(η)|

exp

(
−Y

TΨ(η)−1Y

2

)
, (119)

com | · | denotando o determinante da matriz e Ψ(η) sendo definida como

Ψ(η) ≜ ΦΠ(η)ΦT + σ2
wI. (120)

Resolver o problema de otimização apresentado em (118) não é uma tarefa simples,
dada dependência de f(Y |η) nos hiperparâmetros, exibida em (119) e (120). No entanto,
ao calcular o logaritmo natural de f(Y |η) é possível simplificar o problema, já que esta
operação não altera o argumento que maximiza a função objetivo. Logo, ao realizar tal
operação e algumas manipulações algébricas, pode-se concluir que resolver o problema
descrito em (118) é equivalente a otimizar (PILLONETTO et al., 2014):

η̂ = arg min
η

(
Y TΨ(η)Y + ln |Ψ(η)|

)
. (121)

Deve-se enfatizar, também, que o problema de otimização (121) considera somente
informações sobre a variável aleatória Y , sem usar nenhuma informação medida sobre θ.
Por esse motivo tal problema se caracteriza por ser um problema de máxima verossimi-

lhança marginal, também conhecido como método bayesiano empírico (PILLONETTO
et al., 2014). Isso, de fato, não quer dizer e nem implica que f(Y |η) não dependa de θ
(pois claramente depende de Π), mas que nenhuma informação desta variável é utilizada
nesta estimativa.

Além disso, por outro lado, também existem diferentes metodologias para efetuar a
estimativa dos hiperparâmetros, como aquelas descritas em (PILLONETTO; CHIUSO,
2015; MU; CHEN; LJUNG, 2018), que descrevem, além do método bayesiano empí-
rico, um estimador de stein não polarizado, ou (SURE, do inglês Stein’s unbiased risk

estimator). Contudo, vale ressaltar que o algoritmo mais utilizado para este fim, e que
produz resultados mais robustos numericamente é o algoritmo descrito acima, do método
bayesiano empírico (PILLONETTO; CHIUSO, 2015).
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2.5.7 Estruturas de parametrização para Π

Por fim, além da metodologia para estimar os hiperparâmetros, é necessário definir
uma maneira de parametrizar a matriz Π(η) de forma que a mesma represente a cova-
riância a priori dos parâmetros θ na interpretação bayesiana. Para isso, a forma mais
intuitiva de parametrizar a matriz Π é lembrar que, para modelos do tipo FIR, cada parâ-
metro representa um coeficiente da resposta ao impulso do sistema. Assim, a matriz de
covariância Π(η) deve refletir o tamanho e a correlação entre os coeficientes.

Logo, se o sistema identificado é estável e, portanto, sua resposta ao impulso decai
com taxa exponencial, então a variância do primeiro parâmetro deve ter um determinado
valor, enquanto a variância dos parâmetros subsequentes também devem decair expo-
nencialmente. Assim sendo, a parametrização mais simples indicada na literatura para
utilização nos algoritmos de estimação é a seguinte (CHEN; OHLSSON; LJUNG, 2012):

DI: Π(η,i,j) =

λρi, i = j,

0, i ̸= j,
(122)

η =
[
λ ρ

]T
, λ ≥ 0, 0 ≤ ρ < 1, (123)

onde i e j foram usados para representar o elemento da i-ésima linha e j-ésima coluna da
matriz Π(η). Neste tipo de parametrização, denominado parametrização diagonal (DI),
fica evidente que λ quantifica a magnitude da resposta ao impulso e ρ corresponde ao
decaimento exponencial.

A parametrização diagonal (122) ainda é limitada e só considera o decaimento expo-
nencial dos coeficientes. Assim, de forma a introduzir mais detalhe na parametrização, é
preciso de outras suposições (ou informações) na matriz de covariância a priori. Neste
contexto, uma suposição razoável a respeito da resposta ao impulso do sistema a ser iden-
tificado é que a mesma seja suave, isto é, existe uma correlação positiva entre termos
vizinhos. Deste modo, é possível adicionar mais um hiperparâmetro na parametrização,
que é responsável por medir tal correlação (PILLONETTO et al., 2014):

DC: Π(η,i,j) = λρ(i+j)/2γ|i−j|, (124)

η =
[
λ ρ γ

]T
, λ ≥ 0, 0 ≤ ρ < 1, |γ| ≤ 1, (125)

onde, agora, γ é o parâmetro de correlação entre os coeficientes, que é maior para coefici-
entes vizinhos. Isto implica, portanto, que elementos mais próximos da diagonal principal
de Π(η) tem maior correlação. Esta parametrização é denominada diagonal correlated

(DC).

Outra proposta de parametrização elaborada na literatura é uma simplificação da pa-
rametrização DC, que tem por objetivo reduzir o número de hiperparâmetros e simplificar
o problema de otimização, fixando γ = ρ1/2. Com isto, tem-se que (PILLONETTO et al.,
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2014):

TC: Π(η,i,j) = λρmax(i,j), (126)

η =
[
λ ρ

]T
, λ ≥ 0, 0 ≤ ρ < 1, (127)

a qual é denominada parametrização tuned correlated (TC).

Por fim, um último exemplo de possibilidade para parametrizar a matriz de covariân-
cia a priori, que teve origem nos primeiros trabalhos que abordaram a identificação com
regularização (PILLONETTO; DE NICOLAO, 2010; PILLONETTO; CHIUSO; DE NI-
COLAO, 2011), ainda no contexto de gaussian process regression (GPR), da área de
aprendizado de máquinas, é dada por

SS: Π(η,i,j) = λ

(
ρi+j+max(i,j)

2
− ρ3max(i,j)

6

)
(128)

η =
[
λ ρ

]T
, λ ≥ 0, 0 ≤ ρ < 1. (129)

Esta parametrização é conhecida como stable spline (SS) e apresentou bons resultados
nos testes desenvolvidos em (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al.,
2014).

Ainda, é importante salientar que as parametrizações supracitadas são propostas e
melhor se encaixam para sistemas que apresentam resposta ao impulso estável e suave.
Além disso, na literatura há outras propostas de parametrização para Π(η), que variam
conforme as características mais comuns de respostas ao impulso. Um exemplo disto é a
parametrização high-frequency (HF), explorada em (PILLONETTO; NICOLAO, 2011),
a qual captura oscilações rápidas na resposta ao impulso e, assim, permite até a correlação
negativa entre os seus coeficientes, diferente daquelas apresentadas em (122), (124), (126)
e (128).

Outro aspecto fundamental a ser destacado em relação aos hiperparâmetros é que
suas estimativas são resultado do processo de otimização descrito por (121), que é um
problema complexo. O problema é não convexo e necessita de um solver adequado para
que seja resolvido de forma eficaz. À vista disso, o trabalho (CHEN; LJUNG, 2013)
propõe diferentes algoritmos, mais robustos e dedicados para o problema de otimização
em questão, visando obter valores mais fidedignos para as estimativas de hiperparâmetros
pelo método bayesiano empírico. Tais algoritmos foram inseridos no pacote IDENT do
MATLAB e podem ser usados a partir de funções específicas deste pacote.

Na sequência, é exibido um exemplo numérico, que demonstra que a utilização da
regularização bayesiana de fato aprimora a estimativa dos modelos de estrutura FIR, adi-
cionando uma pequena regularização nas estimativas, mas diminuindo significativamente
sua covariância, resultando em modelos com maior qualidade, mais próximos da resposta
real dos sistemas.
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2.5.8 Exemplo numérico

Este exemplo numérico mostra uma comparação entre os métodos de mínimos qua-
drados e mínimos quadrados regularizados para a identificação de sistemas do tipo FIR,
com o objetivo de mostrar as vantagens e propriedades da regularização bayesiana, ex-
plicada neste capítulo. Para tanto, considera-se a identificação do sistema descrito pela
relação (1), sendo que se escolheu:

G0(q) =
0,02008q−1 + 0,04017q−2 + 0,02008q−3

1− 1,561q−1 + 0,6414q−2
, σ2

w = 0,5, (130)

que é o mesmo sistema usado como exemplo em (LJUNG; CHEN; MU, 2020).

Para identificar o mesmo, um sinal de ruído branco com variância σ2
u = 5 foi aplicado

em sua entrada e a saída foi coletada em malha aberta. O número de dados usados nos
procedimentos foi de N = 750. Ainda, como se busca identificar o processo por um
modelo do tipo FIR, escolheu-se o número de parâmetros n = nb = 35, para fins de
simplificação do exemplo e demonstração das principais propriedades. Com isto, tem-se
que a saída do modelo é dada por:

y(t, θ) = φ(t)T θ, (131)

sendo que:

φ(t)T =
[
u(t− 1) u(t− 2) . . . u(t− 35)

]
, (132)

θ =
[
θ1 θ2 . . . θ35

]
. (133)

Cabe ressaltar que neste exemplo já se sabe que a resposta ao impulso do sistema decai
antes de 35 amostras e por isto a escolha por esta quantidade de parâmetros do modelo
FIR. No entanto, caso o objetivo fosse a identificação de um sistema real, por exemplo, um
dos critérios de escolha de ordem do modelo deveria ser utilizado, conforme foi discutido
em 2.4.3.

Para comparar as estatísticas, o procedimento de identificação foi simulado em 103

execuções de Monte Carlo e foram avaliadas as técnicas de mínimos quadrados e míni-
mos quadrados com regularização bayesiana. O número de dadosN utilizados e o número
de rodadas de Monte Carlos foi escolhido com base em experiências anteriores. Nestes
procedimentos a matriz de regularização foi estimada com algumas parametrizações di-
ferentes através da função arxregul() do pacote IDENT no MATLAB. As parame-
trizações usadas para a matriz de regularização foram a DC, a TC e a SS. Os resultados
obtidos são exibidos na sequência.

Primeiramente, é comparada a polarização das estimativas, que foi baseada nas amos-
tras das execuções de Monte Carlo. Neste caso, o vetor θ0 foi obtido a partir da resposta
ao impulso de G0(q). Ademais, como o número de parâmetros é elevado, escolhe-se por
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medir esta diferença através da seguinte norma:

||B̂θ̂||
2
2 =

∣∣∣∣∣
∣∣∣∣∣ 1

103

103∑
i=1

(
θ̂i − θ0

)∣∣∣∣∣
∣∣∣∣∣
2

2

, (134)

sendo que θ̂i é o valor estimado na i−ésima rodada de Monte Carlo e ||x||22 é a norma
euclidiana quadrática (norma 2) do vetor x. Os resultados obtidos para a norma dos
vetores de polarização nas simulações são exibidos na Tabela 3.

Tabela 3 – Valores obtidos para ||B̂θ̂||22 nas simulações de Monte Carlo.

MQ MQ+REG DC MQ+REG TC MQ+REG SS

||B̂θ̂||22 0,0023 0,2849 0,2850 0,2850

Fonte: do autor.

Agora, ao analisar os resultados expostos na Tabela 3 observa-se que a norma do vetor
de polarização, estimada nas execuções de Monte Carlo, foi maior nos casos onde se usou
a regularização. Por outro lado, o método de mínimos quadrados sem a regularização
praticamente não apresentou polarização.

Para prosseguir a análise, é importante comparar grandezas relacionadas à matriz de
covariância, já que esta também é uma medida importante de qualidade das estimativas.
Por este motivo, tal matriz foi calculada a partir das amostras geradas nas execuções de
Monte Carlo por

V̂θ̂ =
1

103 − 1

103∑
i=1

(θ̂i − 1

103

103∑
j=1

θ̂j

)(
θ̂i −

1

103

103∑
j=1

θ̂j

)T
 . (135)

Assim, a partir das matrizes obtidas, a Tabela 4 mostra o máximo autovalor e o traço das
mesmas, visando mensurar, de alguma forma, o tamanho da matriz de covariância das
estimativas atingidas para cada metodologia e cada parametrização de P .

Tabela 4 – Valores obtidos para as grandezas de V̂θ̂ nas simulações de Monte Carlo.
MQ MQ+REG DC MQ+REG TC MQ+REG SS

tr
(
V̂θ̂

)
5.237× 10−3 1.283× 10−3 1.402× 10−3 7.381× 10−4

Máx. eig
(
V̂θ̂

)
2.045× 10−4 1.512× 10−4 1.633× 10−4 1.610× 10−4

Fonte: do autor.

Analisando a Tabela 4, nota-se que as grandezas associadas à matriz de covariância
dos parâmetros estimados pelo método dos mínimos quadrados é maior sem a regulari-
zação. Ainda, os menores valores são encontrados para o caso da parametrização do tipo
SS.
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Por fim, são exibidas todas as respostas ao impulso dos sistemas identificados para
cada rodada nos casos sem regularização e com a parametrização SS, nas figuras 4, e 5
respectivamente. Tais resultados mostram, de forma concreta, as diferenças obtidas para
cada técnica de identificação.

Figura 4 – Respostas ao impulso real (em preto) e estimadas nas 1000 execuções de Monte
Carlo para o método de mínimos quadrados sem regularização.

Fonte: do autor.

Ao observar as figuras 4 e 5, nota-se que, de fato, existe uma elevada covariância na
resposta ao impulso dos modelos FIR estimados com o método dos mínimos quadrados
sem regularização. Ainda, nota-se que os resultados são melhores para os casos com
regularização, sendo a menor variância atingida com a regularização do tipo SS.

2.6 Identificação de sistemas com erros nas variáveis

Geralmente, quando se pensa na modelagem ou na identificação de processos é mais
comum recorrer à topologia e à modelagem do sistema ideal S como apresentado na se-
ção 2.4. Este é o caso da dedução e análise dos métodos clássicos de identificação por
minimização do erro de predição. No entanto, esta seção do texto tem como objetivo
apresentar as técnicas de identificação para sistemas com erros nas variáveis, que pos-
suem as características descritas nas seção 2.1 do texto. Cabe ressaltar que a principal
diferença deste tipo de sistema em relação ao que foi descrito anteriormente, na seção
2.4, é a presença e a modelagem de ruído (ou distúrbios) na entrada do processo, fato que
acaba dificultando os problemas de identificação (SÖDERSTRÖM, 2018). Com isto, as



50

Figura 5 – Respostas ao impulso real (em preto) e estimadas nas 1000 execuções de Monte
Carlo para o método de mínimos quadrados com a regularização do tipo SS.

Fonte: do autor.

técnicas clássicas, de minimização do erro de predição, e a nova abordagem, de identi-
ficação com regularização bayesiana, já não são suficientes para resolver o problema de
identificação.

Inúmeros trabalhos na literatura versam sobre este tipo de sistema, onde são propos-
tos diferentes métodos de identificação, assim como análises acerca das propriedades e
da complexidade e custo computacional de cada um. Neste cenário, as técnicas mais
conhecidas são: uma adaptação da minimização do erro de predição, exposta em (SÖ-
DERSTRÖM, 1981); a técnica de mínimos quadrados totais, que tem origem no século
XIX para soluções de problemas de regressão ortogonal (SÖDERSTRÖM, 2007, 2018);
o algoritmo de Frisch (BEGHELLI; GUIDORZI; SOVERINI, 1990; SÖDERSTRÖM;
SOVERINI; MAHATA, 2002); além das tradicionais e elementares técnicas de mínimos
quadrados e variáveis instrumentais (SÖDERSTRÖM, 2018)

Neste sentido, então, esta seção do texto apresenta uma revisão bibliográfica sobre
este tipo de sistema e sobre as técnicas elementares de identificação dos mesmos. Assim,
no contexto deste trabalho, a subseção seguinte expõe algumas simplificações e particu-
laridades que são consideradas aqui. Tais considerações são realizadas com o objetivo de
simplificar as análises.
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2.6.1 Considerações em relação ao modelo

Na literatura de identificação é comum considerar casos de sistemas com erros nas
variáveis genéricos, onde o objetivo muitas vezes é identificar as funções de transferência
G0(q), H0(q), L0(q) e até o espectro do sinal u0(t). Exemplos de técnicas que identifi-
cam todos esses elementos são: uma adaptação de técnicas de minimização do erro de
predição; e técnicas de máxima verossimilhança para o contexto de sistemas com erros
nas variáveis, como mostra-se em (SÖDERSTRÖM, 2018). No entanto, neste trabalho,
o intuito é o estudo e a extensão de técnicas elementares de identificação, as quais visam
a identificação estrita do modelo do processo G0(q), e não das características e espectros
dos sinais de ruído, distúrbios ou da entrada que excita o sistema.

Também, no âmbito deste trabalho, assume-se que o sinal u0(t) tem característica de-
terminística mas que o mesmo é desconhecido individualmente, isto é, só se conhece u(t),
que é contaminado por ruído. Além disso, assume-se que o sinal de ruído de saída w(t)
não está presente no processo e que ũ(t) é ruído branco com função de autocorrelação:

Ē[ũ(t+ τ)ũ(t)] = σ2
ũδ(τ), (136)

e distribuição gaussiana, visto que este é o tipo mais usual de distúrbios que ocorrem
nos processos e que possuem propriedades matemáticas analisáveis. Ainda, dentro do
contexto do trabalho, assume-se que u0(t) e ũ(t) são descorrelacionados, ou seja:

Ē[u0(t+ τ)ũ(t)] = 0, ∀τ. (137)

Novamente, é importante afirmar que estas considerações são restritivas, mas são reali-
zadas com o intuito de simplificar as análises estatísticas, além do desenvolvimento de
novas metodologias com regularização. Ademais, cabe salientar que as características e
simplificações aqui consideradas acabam tornando o problema semelhante aos problemas
de identificação do controlador ideal pelo método do VRFT, o qual, em parte, motivou o
desenvolvimento deste trabalho.

À vista disso, após expor as simplificações e restrições importantes consideradas em
relação ao sistema com erros nas variáveis no âmbito deste trabalho, conclui-se que o
sistema ideal S, que se deseja identificar, pode ser descrito matematicamente por

S :

y(t) = G0(q)u0(t)

u(t) = u0(t) + ũ(t),
(138)

sendo que G0(q) é um sistema do tipo FIR, ou seja, que possui resposta ao impulso finita,
hipótese que é razoável quando o sistema é estável e possui resposta ao impulso que decai
exponencialmente com o tempo. Também, é importante lembrar que o usuário só tem dis-
ponível, para utilizar nas metodologias de identificação, os sinais y(t) e u(t). Apesar das
particularizações e simplificações, o sistema descrito em (138) ainda apresenta caracterís-
ticas semelhantes aos processos tradicionais com erros nas variáveis, onde a identificação
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não é tarefa trivial. Em outras palavras, não é possível identificar o mesmo de forma ade-
quada com as metodologias clássicas por minimização do erro de predição e nem com
a nova abordagem de identificação com regularização bayesiana. Para tanto, existem di-
versas metodologias e aquelas que são exploradas neste trabalho são conhecidas como
elementares, pois apresentam algoritmos não tão sofisticados e solução computacional
simples.

2.6.2 Identificação com o método dos mínimos quadrados

O método dos mínimos quadrados também pode ser aplicado para a identificação de
modelos FIR no cenário de sistemas com erros nas variáveis. Neste caso, a saída do
sistema é modelada por

M(θ) : y(t, θ) =

nb∑
k=1

gk(θ)u(t− k), (139)

lembrando que, neste trabalho, o ruído da saída w(t) foi desconsiderado para este tipo de
sistema e que u(t) é o sinal coletado do processo e disponível ao usuário, o qual possui
uma contribuição de ruído e uma contribuição que realmente excita o processo G0(q).
Para este tipo de modelo, observa-se que a saída pode ser predita por uma regressão
linear, ou seja:

ŷ(t, θ) = φ(t)T θ, (140)

onde o vetor regressor φ(t) ∈ Rn é construído com o sinal u(t), θ ∈ Rn é o vetor
de parâmetros a ser estimado, que representa os coeficientes da resposta ao impulso da
função de transferência do processo:

φ(t) =
[
u(t− 1) u(t− 2) . . . u(t− nb)

]T
, (141)

θ =
[
b1 b2 . . . bnb

]T
=
[
g1 g2 . . . gnb

]T
. (142)

e ŷ(t) é a saída predita por esse modelo FIR.
Com isto, como mostrado na seção 2.5, mais especificamente em 2.5.1, a estimação

dos parâmetros pelo método dos mínimos quadrados para modelos FIR é dada ao se re-
solver o problema de otimização:

θ̂mq = arg min
θ

Vmq(θ) (143)

Vmq(θ) =
1

N

N∑
t=1

(
y(t)− φ(t)T θ

)2
, (144)

o qual possui a seguinte solução analítica:

θ̂mq =

(
1

N

N∑
t=1

φ(t)φ(t)T

)−1(
1

N

N∑
t=1

φ(t)y(t)

)
, (145)
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que existe quando a matriz
(

1
N

∑N
t=1 φ(t)φ(t)

T
)

tem posto completo.
Porém, como é demonstrado na literatura de identificação de sistemas com erros nas

variáveis (SÖDERSTRÖM, 2007, 2018), o grande problema da estimativa de mínimos
quadrados para este tipo de sistema é que ela é não consistente, i.e., é polarizada paraN →
∞. Com isto, mesmo que se aumente arbitrariamente o número de dados ou amostras
utilizadas no procedimento de identificação, não é possível aprimorar esta desvantagem
de tal metodologia.

2.6.3 Identificação com o método das variáveis instrumentais

Visando contornar o problema de polarização na estimativa, uma alternativa para rea-
lizar a identificação dos parâmetros é a metodologia de variáveis instrumentais básicas.
Esta técnica consiste em escolher um vetor ζ(t) ∈ Rn, conhecido como vetor de instru-

mentos ou variáveis instrumentais, que satisfaça (SÖDERSTRÖM; STOICA, 1989):

Ē
[
ζ(t)φ(t)T

]
> 0 (146)

Ē
[
ζ(t)µ(t)T

]
= 0, (147)

ou seja, as variáveis instrumentais devem ser correlacionadas com o vetor φ(t), mas des-
correlacionadas com o vetor regressor de ruído da equação, isto é, µ(t) = −φ̃(t)T θ0. Com
esta escolha é possível garantir que a estimativa é consistente, propriedade interessante e
que não se consegue atingir com a técnica dos mínimos quadrados, como mencionado an-
teriormente. Após a escolha da variável instrumental, então, a estimativa dos parâmetros
do modelo FIR é dada a partir da solução da seguinte equação de correlação (LJUNG,
1999; SÖDERSTRÖM, 2018):

θ̂vi = sol

{
1

N

N∑
t=1

ζ(t)µ(t) = 0

}
(148)

θ̂vi = sol

{
1

N

N∑
t=1

ζ(t)
[
y(t)− φ(t)T θ

]
= 0

}
, (149)

onde sol[f(x) = 0] denota solução da equação f(x) = 0. Enfim, a estimativa dos parâ-
metros por variável instrumental é dada por (SÖDERSTRÖM; STOICA, 1989; LJUNG,
1999; SÖDERSTRÖM, 2018)

θ̂vi =

[
1

N

N∑
t=1

ζ(t)φ(t)T

]−1 [
1

N

N∑
t=1

ζ(t)y(t)

]
, (150)

a qual é relativamente simples de computar.
A estimativa exposta em (150) é conhecida como estimador de variável instrumental

básica e é o tipo mais simples de formulação para variáveis instrumentais. Na literatura,
existem outras formas de formular a identificação por variável instrumental, como é o
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caso da variável instrumental estendida (SÖDERSTRÖM, 2018), que usa um filtro, uma
matriz de ponderação nos dados e mais elementos no vetor de variável instrumental. No
entanto, neste trabalho, somente a versão básica desta metodologia é abordada. Também,
uma característica notável desta técnica é que, caso o vetor de variável instrumental seja
escolhido na forma: ζ(t) = φ(t), então a estimativa por variável instrumental passa a
ser idêntica à estimativa de mínimos quadrados. Por este motivo, pode-se afirmar que a
estimativa de mínimos quadrados é um caso particular da estimativa por variável instru-
mental.

Em relação à escolha da variável instrumental a ser utilizada no procedimento de iden-
tificação, uma abordagem se destaca, a qual é baseada na realização de um experimento
adicional no processo, onde são mantidas as mesmas condições do primeiro e são coleta-
dos os sinais y2(t) e u2(t): y2(t) = G0(q)u0(t),

u2(t) = u0(t) + ũ2(t).
(151)

Para o caso tratado neste trabalho, onde não há ruído na saída e espera-se obter o mesmo
sinal u0(t) para ambos os experimentos, conclui-se que: y(t) = y2(t). O sinal ũ(t) deve
ter uma realização diferente de ũ2(t), e por isso, é natural assumir que os mesmos sejam
descorrelacionados, ou seja:

Ē[ũ(t+ τ)ũ2(t)] = 0, ∀τ, (152)

onde também se ressalta que ambos têm distribuição gaussiana, como exposto na subseção
2.6.1, de simplificações e considerações particulares realizadas no âmbito deste trabalho.

Enfim, após a apresentação da estimativa por variável instrumental, que é importante
e será estendida no trabalho para uma versão regularizada, na sequência são apresentadas
as propriedades desta estimativa, as quais também são conhecidas na literatura do tema,
como mostrado em (SÖDERSTRÖM, 2007, 2018).

Primeiramente, vale dizer que a estimativa de variável instrumental é consistente, ou
seja, não polarizada para N → ∞ (SÖDERSTRÖM, 2007, 2018):

θ∗vi = lim
N→∞

θ̂vi = θ0, (153)

resultando em

Bvi = 0. (154)

Porém, a grande desvantagem de utilizar a variável instrumental é que surge uma elevada
covariância nas estimativas, fato que é amplamente conhecido na literatura do tema. A
expressão para a covariância da estimativa da variável instrumental é dada por

Vvi ≈
R−1

φ0
CviR

−1
φ0

N
, (155)
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onde

Rφ0 =


ru0u0(0) ru0u0(1) . . . ru0u0(nb − 1)

ru0u0(−1) ru0u0(0) . . . ru0u0(nb − 2)
...

... . . . ...
ru0u0(−nb + 1) ru0u0(−nb + 2) . . . ru0u0(0)

 , (156)

e sendo que Cvi é dada por (SÖDERSTRÖM, 2018)

Cvi = lim
N→∞

E

[
1

N

N∑
t=1

N∑
s=1

ζ(t)µ(t)µ(s)ζ(s)T

]
, (157)

Cvi = σ2
w

{
Ē

[(
G0(q)φ0(t)

)(
G0(q)φ0(t)

)T]
+ Ē

[(
G0(q)φ̃2(t)

)(
G0(q)φ̃2(t)

)T]}
.

(158)

com φ̃2(t) calculada por

φ̃2(t) =
[
ũ2(t− 1) ũ2(t− 2) . . . ũ2(t− nb)

]T
, (159)

e onde o sinal ũ2(t) é ruído branco com uma realização diferente de ũ(t), como expresso
na relação (152).

2.7 Considerações finais

Este capítulo apresentou definições importantes e o estado da arte de alguns aspectos
sobre identificação de sistemas. Foram discutidos aspectos fundamentais gerais de identi-
ficação, como o sistema ideal e os sinais que são considerados, a importância da condição
experimental e da escolha da estrutura do modelo, e as diferentes técnicas que podem ser
utilizadas para identificar sistemas com ruído na saída e sistema que possuem ruído em
sua entrada.

A seção 2.4 revisou procedimentos clássicos de identificação para sistemas com ruído
na saída, onde os detalhes da identificação por minimização de erro de predição foram
apresentados, como a formulação do método, suas propriedades estatísticas e como é
feita a escolha da ordem do modelo para este cenário.

A seção 2.5 mostrou o estado da arte dos métodos de identificação com regularização,
que estão surgindo na literatura nos últimos anos e vêm superando os métodos clássicos de
identificação com minimização do erro de predição. Nesta seção, é demonstrada a técnica
de mínimos quadrados regularizados, que é usada para a identificação de respostas ao
impulso. Também, neste contexto, foi mostrada a equivalência entre o mínimos quadrados
regularizados e a interpretação bayesiana do procedimento de identificação para o caso
de sistemas com ruído branco em sua saída. Este aspecto é fundamental no trabalho,
pois será estendido no próximo capítulo para o cenário de identificação de sistemas com
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ruído colorido na saída. Além disso, foi apresentada a técnica de estimação da matriz de
regularização, a partir do método bayesiano empírico, assim como formas de parametrizar
tal matriz para sua estimação.

Enfim, a seção 2.6 apresentou os sistemas com erros nas variáveis, que são uma cate-
goria distinta de sistemas se comparados aos sistemas típicos considerados nos problemas
de identificação. Também, foram apresentadas algumas considerações e simplificações
em relação a este sistema que foram consideradas no trabalho, assim como os sinais e
funções de transferência presentes. Além disso, foram apresentados dois dos principais
métodos de identificação para este tipo de sistema e que são denominados de métodos
elementares na literatura: o método dos mínimos quadrados ordinário e o método das
variáveis instrumentais, assim como foram discutidas suas principais propriedades.
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3 IDENTIFICAÇÃO COM REGULARIZAÇÃO BAYESIANA
PARA SISTEMAS COM RUÍDO COLORIDO NA SAÍDA

Este capítulo apresenta uma das principais contribuições deste trabalho: o desenvol-
vimento de uma metodologia de identificação por regularização bayesiana para sistemas
que possuem ruído colorido em sua saída. Esta contribuição foi o assunto dos artigos
(BOEIRA; ECKHARD, 2021a, 2023), onde o primeiro demonstra a equivalência entre
o método dos mínimos quadrados ponderados regularizados e a interpretação bayesiana
do procedimento de identificação e o segundo apresenta a dedução das matrizes ótimas
de ponderação e regularização para minimizar o traço da matriz de MSE das estimativas,
assim como o desenvolvimento de um algoritmo para estimação dos hiperparâmetros uti-
lizados nesta metodologia. Vale ressaltar que a metodologia resultante pode ser conside-
rada como uma generalização do estado da arte atual de identificação com regularização,
apresentado na seção 2.5.

Atualmente, no cenário da literatura de identificação com regularização, a grande mai-
oria dos trabalhos considera a identificação de sistemas que possuem ruído branco em sua
saída. Essa condição, contudo, é bastante restritiva e não engloba o caso genérico, onde
o ruído de saída é colorido, ou seja, sua função de transferência possui uma estrutura de
função racional em q.

No caso de abordar ruído colorido, a atual metodologia é identificar o preditor ótimo
do sistema, como exposto em (45), usando um modelo FIR MISO (multiple-input single-
output), ao invés de identificar o modelo do processo. No entanto, apesar da identificação
e o uso de um preditor ser interessante em algumas aplicações de predição de valores
futuros e de controle preditivo, por exemplo, em outros casos o modelo do processo é
estritamente necessário. Por isso, este trabalho expande essa metodologia visando apri-
morar as técnicas de identificação do modelo do processo para os sistemas com ruído
colorido na saída.

Isto posto, este capítulo está organizado da seguinte forma. A seção 3.1 demonstra o
método de identificação MQPR, desenvolvido neste trabalho e voltado à identificação de
resposta ao impulso de sistemas com ruído colorido. A seção também mostra as propri-
edades estatísticas do método, assim como a dedução de uma matriz ótima de regulari-
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zação. Já a seção 3.2 demonstra a equivalência entre o método MQPR e a interpretação
bayesiana do procedimento de identificação. Esta seção ainda mostra o algoritmo de es-
timação dos hiperparâmetros, assim como as estruturas de parametrização das matrizes
a serem identificadas para este caso. Em 3.3 são exibidos dois exemplos numéricos que
demonstram a eficiência do método dos MQPR frente ao método dos MQ e dos MQR.
Por fim a seção 3.4 encerra o capítulo com as considerações finais.

3.1 Identificação de modelos FIR com MQPR

Uma das novidades deste trabalho é a introdução da metodologia de identificação de
respostas ao impulso com o método dos mínimos quadrados ponderados regularizados, ou
MQPR. Tal metodologia pode ser interpretada como a combinação dos mínimos quadra-
dos ponderados, como exibida em (LJUNG, 1999), com a abordagem de mínimos qua-
drados regularizados, que ganhou notoriedade nos últimos anos com os trabalhos (CHEN;
OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014), como já foi comentado.

O objetivo do método MQPR é identificar um modelo FIR para o sistema descrito na
seção 2.4, representado por (33), onde a principal característica do MQPR é que o mesmo
é mais adequado para identificar sistemas onde H0(q) pode assumir uma forma genérica,
caracterizando o ruído de saída do sistema como ruído colorido.

O modelo FIR a ser identificado foi descrito em 2.5.1, lembrando que seus parâme-
tros representam os coeficientes da resposta ao impulso do modelo. Para identificá-lo o
estimador de mínimos quadrados ponderados regularizados é obtido a partir do seguinte
problema de otimização (BOEIRA; ECKHARD, 2023):

θ̂rw = arg min
θ

Jrw(θ,M, P ), (160)

Jrw(θ,M, P ) = || (Y − Φθ) ||2M + θTP−1θ, (161)

onde ||x||2M denota a norma quadrática xTMx, com M ∈ RN×N sendo a matriz de pon-
deração e P ∈ Rn×n sendo a matriz de regularização. A partir do problema expresso em
(160), é possível concluir que o estimador é dado pela seguinte expressão:

θ̂rw =
(
PΦTMΦ + I

)−1
PΦTMY. (162)

Não é possível fazer nenhuma afirmação acerca das propriedades do estimador apresen-
tado em (162) de forma genérica, sem uma escolha das matrizes de regularização e ponde-
ração. Ainda, escolhas inadequadas ou sem critério algum podem resultar em proprieda-
des estatísticas desfavoráveis, aumentando os erros de polarização excessivamente. Dessa
forma, para produzir uma relação favorável entre polarização e covariância, este trabalho
propõe a escolha das matrizes de ponderação e regularização com base na otimização do
traço da matriz de erro médio quadrático e, para tanto, o primeiro passo é a dedução das
propriedades da estimativa, demonstradas na sequência.
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3.1.1 Propriedades da estimativa por mínimos quadrados ponderados regulari-
zado

Antes de estudar as propriedades estatísticas da estimativa, é necessário destacar que
para este capítulo, também considera-se que a Premissa 2.1 é respeitada, ou seja, que o
processo que se deseja identificar pertence à classe de modelos escolhida: modelos FIR.
A princípio, esta consideração pode parecer um pouco restritiva, mas é possível observar
que mesmo para processos com resposta ao impulso infinita, mas estáveis, essa pode ser
uma aproximação válida, visto que ela decai exponencialmente e seus coeficientes podem
ser aproximados para zero depois de um certo tempo ou amostra.

Assim, com a Premissa 2.1 sendo satisfeita, o sistema ideal descrito em (33) pode ser
reescrito como:

y(t) = φ(t)T θ0 + v(t), (163)

com y(t) ∈ R representando a saída medida, φ(t) ∈ Rn o vetor regressor, como descrito
em (77), e θ0 ∈ Rn é o vetor de parâmetros nominais:

θ0 =
[
g0(1) g0(2) . . . g0(n)

]T
, (164)

que representa os coeficientes reais da resposta ao impulso do sistema. A forma onde
todas as observações são acumuladas no mesmo vetor é representada como:

Y = Φθ0 + V, (165)

onde Y ∈ RN é o vetor de dados coletados, como descrito em (83), Φ ∈ RN×n é a matriz
de vetores regressores, como descrito em (84), e V ∈ RN representa o vetor de ruído de
saída:

V =
[
v(1) v(2) . . . v(N)

]T
. (166)

Então, a partir dessas considerações sobre sistema ideal, a primeira propriedade esta-
tística do método MQPR estudada neste trabalho é a polarização, definida anteriormente
em relação aos parâmetros em (56) e que é função das escolhas das matrizes de pondera-
ção e regularização:

Brw(P,M) = E
[
θ̂rw

]
− θ0. (167)

Assim, o primeiro passo para obter a expressão analítica para a polarização é calcular o
valor esperado para θ̂rw. A partir da expressão da estimativa θ̂rw exposta em (162) e de
(165), pode-se perceber que:

E
[
θ̂rw

]
= E

[(
PΦTMΦ + I

)−1
PΦTMΦθ0

]
+ E

[(
PΦTMΦ + I

)−1
PΦTMV

]
.

(168)



60

Agora, observando que E [V ] = 0 e que os outros termos são independentes de V , a
expressão (168) resulta em

E
[
θ̂rw

]
=
(
PΦTMΦ + I

)−1
PΦTMΦθ0. (169)

A partir de (169) e subtraindo θ0 de (169), a polarização para o estimador de MQPR pode
ser diretamente obtida:

Brw(P,M) =
(
PΦTMΦ + I

)−1
PΦTMΦθ0 −

(
PΦTMΦ + I

)−1 (
PΦTMΦ + I

)
θ0.

(170)

Brw(P,M) =
(
PΦTMΦ + I

)−1 (
PΦTMΦ− PΦTMΦ− I

)
θ0, (171)

Brw(P,M) = −
(
PΦTMΦ + I

)−1
θ0. (172)

Cabe observar que se a matriz de regularização é nula, ou inexistente (P−1 = 0) o es-
timador em questão se torna o estimador de mínimos quadrados ponderados, que é não
polarizado para a identificação do sistema aqui estudado.

De posse da polarização da estimativa, o próximo passo é calcular a matriz de co-
variância da mesma. Vale lembrar que a covariância foi definida em (57) e é calculada
como

Vrw(P,M) ≜ E

[(
Eθ̂rw − θ̂rw

)(
Eθ̂rw − θ̂rw

)T]
. (173)

Para calcular a covariância, utiliza-se a seguinte variável auxiliar Srw(P,M), definida
como a diferença entre uma estimativa e o valor esperado da mesma:

Srw(P,M) ≜ E
[
θ̂rw

]
− θ̂rw. (174)

Para o caso do método dos MQPR, a variável Srw(P,M) é calculada por

Srw(P,M) =
(
PΦTMΦ + I

)−1
PΦTMY −

(
PΦTMΦ + I

)−1
PΦTMΦθ0. (175)

Observando a equação do sistema ideal com as observações acumuladas (165), é possível
notar que V = Y − Φθ0, resultando em

Srw(P,M) =
(
PΦTMΦ + I

)−1
PΦTMΦV. (176)

Enfim, a covariância da estimativa por MQPR aqui estudada é obtida a partir da seguinte
relação com a variável auxiliar Srw(P,M):

Vrw(P,M) = E
[
Srw(P,M)Srw(P,M)T

]
(177)

resultando em

Vrw(P,M) =
(
PΦTMΦ + I

)−1
Λ
(
ΦTMΦP + I

)−T
(178)
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onde Λ = PΦTMΣMTΦP T , com Σ ∈ RN×N sendo a matriz de covariância do ruído
colorido de saída V :

Σ ≜ E
[
V V T

]
=

rvv(0) rvv(1) . . . rvv(N − 1)

rvv(−1) rvv(0) . . . rvv(N − 2)
...

... . . . ...
rvv(−N + 1) rvv(−N + 2) . . . rvv(0)

 , (179)

e com rvv(τ) denotando a função de autocorrelação do sinal v(t):

rvv(τ) ≜ E [v(t+ τ)v(t)] . (180)

Finalmente, a matriz de erro médio quadrático da estimativa, definida em (58), que é a
medida mais ampla de qualidade da estimativa, por compreender uma combinação entre
polarização e covariância, é calculada a partir de

Qrw(P,M) ≜ E
[
(θ̂rw − θ0)(θ̂rw − θ0)

T
]
= Brw(P,M)Brw(P,M)T + Vrw(P,M).

(181)

Então, a partir da relação exposta em (181), e com as expressões de polarização e
covariância obtidas em (172) e (178) respectivamente, é possível calcular a matriz de
MSE para o estimador de MQPR:

Qrw(P,M) =
(
PΦTMΦ + I

)−1 (
θ0θ

T
0 + Λ

) (
ΦTMΦP + I

)−T
. (182)

Ao analisar a expressão da MSE (182) para o estimador de MQPR, fica claro que a
mesma depende substancialmente das matrizes de regularização P e de ponderação M .
Com isso, este trabalho apresenta, na sequência, a otimização do traço da MSE com
relação às matrizes P e M , provendo as ideias de como escolher tais matrizes e mais
do que isso, como estimá-las em situações práticas de identificação, com o objetivo de
produzir boas propriedades estatísticas.

3.1.2 Matriz ótima de regularização

Conforme demonstrado no trabalho (CHEN; OHLSSON; LJUNG, 2012), e apresen-
tado no Teorema 2.2, existe uma matriz ótima de regularização que minimiza o traço da
matriz de MSE para o cenário discutido na seção 2.5, onde o mínimos quadrados regu-
larizado é utilizado para identificar a resposta ao impulso de sistemas com ruído branco
na saída. Com este mesmo objetivo, uma das principais contribuições deste trabalho é
apresentada na sequência, que é o cálculo das escolhas ótimas para as matrizes de regu-
larização e ponderação para o método dos mínimos quadrados ponderados regularizados,
visando minimizar o traço da matriz de erro médio quadrático da estimativa. Para tanto,
o seguinte problema de otimização foi formulado:
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[P0,M0] = arg min
P,M

tr [Qrw(P,M)] , (183)

com P0 e M0 denotando as matrizes ótimas de regularização e de ponderação respectiva-
mente. O resultado encontrado é enunciado no Teorema 3.1

Teorema 3.1 (Matrizes Ótimas de Regularização e Ponderação). Existe κ ∈ R tal que a

escolha ótima para minimizar o traço da matriz de erro médio quadrático do estimador

de MQPR é dada por P0 = κθ0θ
T
0 e M0 = κ−1Σ−1.

Prova. A solução do problema de otimização (183) é obtida por meio de resultados do
campo de cálculo matricial, onde as derivadas da função custo são calculadas com relação
à P e M , e as seguintes equações matriciais são resolvidas para encontrar o mínimo:

∂tr [Qrw(P,M)]

∂P
= 0,

∂tr [Qrw(P,M)]

∂M
= 0. (184)

Cabe ressaltar, ainda, que existem diferentes tipos de notação empregadas no cálculo ma-
tricial com relação à derivadas de matrizes e vetores. Neste trabalho, a notação escolhida
foi a notação mista, que é a mesma que foi abordada em (PETERSEN; PEDERSEN,
2012), explicada com maiores detalhes no Apêndice A, que reúne resultados importantes
de cálculo matricial.

Primeiramente, usando relações da área de cálculo matricial, sabe-se que a derivada
de tr [Qrw(P,M)] em relação a P é uma matriz de dimensão n × n, onde o elemento da
sua i-ésima linha e j-ésima coluna pode ser obtido por[

∂trQrw(P,M)

∂P

]
ij

=
∂trQrw(P,M)

∂Pij

= tr

[
∂Qrw(P,M)

∂Pij

]
, (185)

usando a notação de layout mista.
Ainda, para simplificar a notação, é possível fatorar a matriz de erro médio quadrático

da estimativa por MQPR (182) como o produto de três matrizes auxiliares: Qrw(P,M) =

Q1Q2Q3. Com, isso, pode-se utilizar a regra do produto para escrever o elemento da
i-ésima linha e j-ésima coluna da derivada do traço de Qrw(P,M):[

∂trQrw(P,M)

∂P

]
ij

= tr

[
∂Q1

∂Pij

Q2Q3

]
+ tr

[
Q1

∂Q2

∂Pij

Q3

]
+ tr

[
Q1Q2

∂Q3

∂Pij

]
, (186)

onde Q1 =
(
PΦTMΦ + I

)−1, Q2 =
(
θ0θ

T
0 + Λ

)
e Q3 =

(
ΦTMTΦP T + I

)−1. Agora,
cada termo de (186) pode ser derivado com relação a P individualmente a partir dos
resultados de cálculo matricial exibidos no Apêndice A.

O primeiro termo de (186), por exemplo, pode ser obtido usando o Teorema A.1,
substituindo A = I , B = ΦTMΦ, C = Q2Q3 e X = P , resultando em:

tr

[
∂Q1

∂Pij

Q2Q3

]
= −Q3Q1Q2Q3Φ

TMTΦ. (187)
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O segundo termo da derivada é calculado por meio das relações exibidas no Teorema A.3,
substituindo A = Q1, B = ΦTMΣMTΦ, C = Q3 e X = P :

tr

[
Q1

∂Q2

∂Pij

Q3

]
= 2Q3Q1PΦ

TMΣ, (188)

onde aqui usou-se o fato de que

∂Q2

∂Pij

=
∂
(
PΦTMΣMTΦP T

)
∂Pij

, (189)

visto que ∂(θ0θT0 )/∂Pij = 0. Já o terceiro e último termo é obtido usando as relações do
Teorema A.2, substituindo A = Q1Q2, B = ΦTMTΦ, C = I e X = P produzindo:

tr

[
Q1Q2

∂Q3

∂Pij

]
= −Q3Q1Q2Q3Φ

TMTΦ, (190)

que é idêntico ao primeiro termo, expresso em (187). Enfim, somando os termos (187),
(188) e (190), obtém-se:

∂trQrw(P,M)

∂P
= 2Q3Q1

(
PΦTMΣ−Q2Q3Φ

T
)
MTΦ. (191)

Para calcular a derivada de tr [Qrw(P,M)] com relação àM , um procedimento similar
foi adotado. O resultado, neste caso, é uma matriz com dimensãoN×N , onde o elemento
da i-ésima linha e j-ésima coluna é dado por[

∂trQrw(P,M)

∂M

]
ij

=
∂trQrw(P,M)

∂Mij

= tr

[
∂Qrw(P,M)

∂Mij

]
. (192)

Aplicando a regra do produto das derivadas, pode-se perceber que[
∂trQrw(P,M)

∂M

]
ij

= tr

[
∂Q1

∂Mij

Q2Q3

]
+ tr

[
Q1

∂Q2

∂Mij

Q3

]
+ tr

[
Q1Q2

∂Q3

∂Mij

]
, (193)

de forma idêntica ao que foi obtido em (186).
Novamente, cada termo de (193) pode ser calculado com os resultados de cálculo

matricial apresentados no Apêndice A para as derivadas com relação a M . O primeiro
termo de (193) pode ser calculado a partir dos resultados expressos no Teorema A.1,
substituindo A = PΦT , B = Φ, C = Q2Q3 e X =M , resultando em

tr

[
∂Q1

∂Mij

Q2Q3

]
= −ΦP TQ3Q1Q2Q3Φ

T . (194)

O segundo termo de (193) pode ser derivado do Teorema A.3, usando A = Q1PΦ
T ,

B = Σ, C = ΦP TQ3 e X =M , resultando em

tr

[
Q1

∂Q2

∂Mij

Q3

]
= 2ΦP TQ3Q1PΦ

TMΣ. (195)
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Já o último termo de (193) é calculado por meio das relações do Teorema A.2, onde
A = Q1Q2, B = ΦT , C = ΦP T e X =M :

tr

[
Q1Q2

∂Q3

∂Mij

]
= −ΦP TQ3Q1Q2Q3Φ

T , (196)

que é igual ao primeiro termo (194). Enfim, somando os termos (194), (195) e (196),
chega-se na expressão final para a derivada com relação à M :

∂trQrw(P,M)

∂M
= 2ΦP TQ3Q1

(
PΦTMΣ−Q2Q3Φ

T
)
. (197)

Analisando as equações obtidas em (191) e (197) para as derivadas do traço do erro
médio quadrático, é possível perceber que ambas serão zero simultaneamente, com P e
M diferente da solução trivial se e somente se a seguinte equação é satisfeita:

PΦTMΣ−Q2Q3Φ
T = 0. (198)

Lembrando que Q2 = (θ0θ
T
0 + Λ) e que Q3 =

(
ΦTMTΦP T + I

)−1, então a equação
(198) pode ser expandida para

PΦTMΣ =
(
X + PΦTMΣMTΦP T

) (
ΦTMTΦP T + I

)−1
ΦT . (199)

Após realizar algumas operações algébricas, (199) pode ser simplificada para

PΦTM = XΦTΣ−1. (200)

Finalmente, para concluir a prova, basta notar que P0 = κθ0θ
T
0 e M0 = κ−1Σ−1 é a

solução da equação (200).

Corolário 3.1 (Estimador ótimo de mínimos quadrados ponderados regularizado). Com

a escolha ótima P = κθ0θ
T
0 e M = κ−1Σ−1, o estimador ótimo de mínimos quadrados

ponderados regularizado é dado por

θ̂rw =
(
θ0θ

T
0 Φ

TΣ−1Φ + I
)−1

θ0θ
T
0 Φ

TΣ−1Y. (201)

As escolhas ótimas para as matrizes de regularização e ponderação do Teorema 3.1
são baseadas em quantidades e grandezas teóricas que de fato são desconhecidas e indis-
poníveis em situações práticas, como a matriz de covariância do ruído Σ (que depende de
H0(q)) e o vetor de parâmetros ideais θ0 (que depende de G0(q)). Assim, para utilizar o
estimador ótimo apresentado no Corolário 3.1 é necessário desenvolver um procedimento
de estimação dessas grandezas. Também, para estimar estas grandezas, é necessário defi-
nir uma estrutura de parametrização para as quantidades.
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Visando estimar as matrizes de regularização e ponderação, a abordagem deste traba-
lho é semelhante àquela apresentada nos trabalhos clássicos de identificação com regulari-
zação (PILLONETTO; DE NICOLAO, 2010; PILLONETTO; CHIUSO; DE NICOLAO,
2011; CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014) que é baseada em
uma interpretação bayesiana do procedimento de identificação e busca uma equivalência
entre tal interpretação com o estimador de MQPR.

Além disso, um importante aspecto a ser observado em relação às matrizes de regu-
larização e ponderação apresentadas no Teorema 3.1 é que ambas também satisfazem os
resultados clássicos de identificação com regularização de CHEN; OHLSSON; LJUNG
(2012). Como mostrado no Teorema 2.2 (CHEN; OHLSSON; LJUNG, 2012) a matriz
ótima de regularização é calculada como P0 = σ−2

w θ0θ
T
0 , para o método dos mínimos qua-

drados regularizados no cenário de ruído branco. Esta condição é equivalente a considerar
H0(q) = 1 em (35), P0 = θ0θ

T
0 , e M0 = σ−2

w I no método MQPR, o que implica que ele
pode ser considerado como uma abordagem mais genérica.

3.2 A interpretação bayesiana

A interpretação bayesiana do procedimento de identificação para sistemas que apre-
sentam ruído colorido em sua saída é semelhante ao caso de sistemas com ruído branco,
que já é conhecido na literatura e foi apresentado na subseção 2.5.5.

Assim como no caso de ruído branco, a perspectiva bayesiana para o caso de ruído
colorido também é baseada em considerar o próprio vetor de parâmetros θ como uma
variável aleatória de distribuição gaussiana de média zero e covariância denotada também
por Π (PILLONETTO; DE NICOLAO, 2010; PILLONETTO; CHIUSO; DE NICOLAO,
2011; CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014; LJUNG; CHEN;
MU, 2020; PILLONETTO et al., 2022):

θ ∼ N (0,Π) . (202)

No caso de ruído colorido presente na saída do sistema ideal, onde o mesmo é re-
presentado por (165), pode-se concluir que o vetor de saída Y e o vetor de parâmetros θ
são duas variáveis conjuntamente gaussianas tal que sua média e covariância assumem o
seguintes valores nesta abordagem estocástica:[

θ

Y

]
=

([
0

0

]
,

[
Π ΠΦT

ΦΠ ΦΠΦT + Σ

])
, (203)

onde também se assume que o sinal de ruído v(t) e o vetor de parâmetros θ são indepen-
dentes (PILLONETTO et al., 2014).

Agora, baseado na distribuição conjunta de Y e θ mostradas em (203), é possível
estimar θ a partir de sua distribuição a posteriori, dado que Y foi medido do processo
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(CHEN; OHLSSON; LJUNG, 2012). Para duas variáveis conjuntamente gaussianas essa
distribuição é amplamente usada e conhecida na literatura de estimação (ANDERSON;
MOORE, 1979):

θ|Y ∼ N
(
θ̂B,ΠB

)
, (204)

θ̂B =
(
ΠΦTΣ−1Φ + I

)−1
ΠΦTΣ−1Y, (205)

ΠB = Π− ΠΦT
(
ΦΠΦ+Σ

)−1
ΦΠ, (206)

com θ̂B sendo a estimativa bayesiana. Agora, analisando a expressão da estimativa baye-
siana exposta em (205), pode-se notar que ela é muito semelhante ao estimador de MQPR
(162). Além disso, nota-se que a escolha ótima do Teorema 3.1 é equivalente ao estimador
bayesiano, como anunciado no próximo teorema.

Teorema 3.2 (Equivalência entre estimativa bayesiana e estimador ótimo de mínimos
quadrados ponderados regularizado). A perspectiva bayesiana do procedimento de iden-

tificação do modelo FIR para sistemas com ruído colorido aditivo em sua saída é equiva-

lente ao método dos mínimos quadrados ponderados regularizado com as escolhas ótimas

P = Π = κθ0θ
T
0 e M = κ−1Σ−1 exibidas em (201).

Prova. Por inspeção, nota-se que o estimador ótimo de mínimos quadrados ponderados
regularizado em (201) é idêntico ao estimador bayesiano, mostrado em (205), o que é
suficiente para provar o teorema.

O resultado exposto no Teorema 3.2 também tem uma relação com os resultados da
literatura recente de identificação com regularização. Em (CHEN; OHLSSON; LJUNG,
2012) e (PILLONETTO et al., 2014), os autores estabelecem a equivalência entre a matriz
ótima de regularização para o método dos mínimos quadrados regularizados e a perspec-
tiva bayesiana no caso de ruído branco. O Teorema 3.2 estende esses resultados mostrando
que a mesma equivalência com a interpretação bayesiana é satisfeita no caso de ruído co-
lorido para o método dos mínimos quadrados ponderados regularizados com as escolhas
ótimas de P e M apresentadas no Teorema 3.1. Ademais, a equivalência da perspectiva
bayesiana com o método MQPR também provê a principal ideia de como estimar essas
matrizes, por meio do método de bayesiano empírico (CARLIN; LOUIS, 2000).

3.2.1 A estimativa dos hiperparâmetros

Com o objetivo de estimar Π e Σ a partir dos dados coletados do sistema, é necessário
parametrizar ambas as matrizes com um vetor de hiperparâmetros: β = [η ζ]T , da mesma
forma que foi descrito na subseção 2.5.6, com a diferença de que, agora, é necessário
estimar Σ conjuntamente com Π. Como na subseção 2.5.6, para isso, o primeiro passo é
observar, a partir de (203), que a distribuição marginal de Y é calculada por

Y ∼ N
(
0,ΦΠ(η)ΦT + Σ(ζ)

)
, (207)
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fato que é usado para formular um problema de estimação de máxima verossimilhança
marginal, ou método bayesiano empírico, como feito anteriormente:

β̂ = arg max
β

1√
(2π)Nt |Ψ(β)|

exp

(
−Y

TΨ(β)Y

2

)
, (208)

com |.| denotando o determinante da matriz e Ψ(β) sendo definido como

Ψ(β) ≜ ΦΠ(η)ΦT + Σ(ζ). (209)

Ainda, como comentado em 2.5.6 é possível demonstrar que o problema descrito em (208)
é equivalente a (PILLONETTO et al., 2014):

β̂ = arg max
β

(
Y TΨ(β)−1Y + log |Ψ(β)|

)
. (210)

Ainda, o problema de otimização (210) é evidentemente não convexo e de difícil so-
lução. Então, independente do solver que é utilizado para computar a solução, a fun-
ção custo deve ser avaliada repetidamente para diversos valores distintos de β (CHEN;
LJUNG, 2013). Isto posto, como mencionado em (CHEN; LJUNG, 2013), existem dois
grandes problemas em calcular a função custo a partir da equação (210): o elevado custo
computacional e a precisão numérica. Estes problemas são originados pelo fato de que
Ψ(β) possui uma dimensão elevada (N × N ), onde N usualmente é da ordem de 103,
tal que é custoso calcular sua inversa e seu determinante (CHEN; LJUNG, 2013). Então,
para evitar problemas de precisão com a inversão de Ψ(β) ou com o cálculo direto de seu
determinante, este trabalho propõe uma fatoração de Cholesky das matrizes Π e Σ−1 e
algumas manipulações algébricas usando as relações de matriz inversa para atingir uma
função custo equivalente, que é mais fácil de calcular computacionalmente.

3.2.1.1 Cálculo do determinante de Ψ(β)

Para calcular o determinante de Ψ(β) de uma forma mais eficiente, este trabalho pro-
põe o uso das seguintes fatorações de Cholesky:

Π(η) = L(η)L(η)T , (211)

Σ−1(ζ) = S(ζ)S(ζ)T , (212)

de forma similar ao que é realizado em (CHEN; LJUNG, 2013) para o caso de ruído
branco. A partir das fatorações anteriores, é possível reescrever o determinante de Ψ(β)

|Ψ(β)| = |ΦΠ(η)ΦT + Σ(ζ)| = 1

|S(ζ)S(ζ)T |
|I + L(η)TΦTS(ζ)S(ζ)TΦL(η)|. (213)

Para obter a função custo, é necessário calcular o logaritmo natural do determinante, ou
seja:

log(|Ψ(β)|) = log(|I + L(η)TΦTS(ζ)S(ζ)TΦL(η)|)− log(|S(ζ)S(ζ)T |), (214)

= log(|I + L(η)TΦTS(ζ)S(ζ)TΦL(η)|)− 2 log(|S(ζ)|). (215)
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Ainda, é importante ressaltar que, se S(ζ) é uma matriz triangular, o logaritmo natural do
determinante pode ser simplificado:

log(|S(ζ)|) =
N∑
i=1

log(Sii(ζ)), (216)

com Sii(ζ) representando o elemento na diagonal (linha i, coluna i). Enfim, com este pro-
cedimento, é possível evitar o cálculo direto do determinante de uma matriz de dimensão
elevada, reduzindo a possibilidade de erros numéricos e o custo computacional.

3.2.1.2 Cálculo da inversa de Ψ(β)

Usando a mesma fatoração de Cholesky proposta em 3.2.1.1, assim como algumas
relações matriciais, a inversa de Ψ(β) pode ser calculada como

Ψ(β)−1 =
(
ΦL(η)L(η)TΦT + Σ(ζ)

)−1
=

S(ζ)S(ζ)T − S(ζ)S(ζ)TΦL(η)
(
I + L(η)TΦTS(ζ)S(ζ)TΦL(η)

)−1
L(η)TΦTS(ζ)S(ζ)T .

(217)

Agora, denotando K(ζ) = S(ζ)TY e M(β) = S(ζ)TΦL(η), é possível concluir que

Y T
(
Σ(ζ) + ΦL(η)L(η)TΦT

)−1
Y =

K(ζ)TK(ζ)−K(ζ)TM(β)(I +M(β)TM(β))−1M(β)TK(ζ),

(218)

o que fornece as condições para formular o Teorema 3.3.

Teorema 3.3 (Equivalência das funções custo). A otimização da função custo de máxima

verossimilhança (210) é equivalente à otimização da seguinte função custo:

Jeb(β) = ||K(ζ)||2 − ||R(β)−1M(β)TK(ζ)||2 + 2 log(|R(β)|)− 2 log(|S(ζ)|), (219)

com R(β)R(β)T = I +M(β)TM(β).

Prova. O Teorema 3.3 pode ser provado a partir das relações demonstradas em 3.2.1.1 e
3.2.1.2 conjuntamente.

A grande vantagem de utilizar a função custo (219) (Teorema 3.3) no problema de
otimização de máxima verossimilhança (208) é que o problema original requer o cálculo
da inversa e do determinante de Ψ(β), que é uma matriz de dimensão N × N . Depen-
dendo do algoritmo utilizado, isso leva a uma complexidade computacional de ordem
O(N3). Por outro lado, utilizando o Teorema 3.3, a inversa e o determinante são calcula-
dos para a matriz R(β), que por sua vez possui dimensão n × n levando a um problema
de complexidade computacional da ordem de O(n3). Então, uma vez que no cenário de
identificação de sistemas a seguinte relação é verdadeira: N >> n, existe uma grande
melhora em relação ao custo computacional e à precisão numérica do problema (CHEN;
LJUNG, 2013).
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3.2.2 Estruturas de parametrização para Π e Σ

O último aspecto a ser considerado em relação à estimação de Π e Σ a partir de
dados do sistema é a estrutura de parametrização destas matrizes. Como cada uma destas
matrizes possui uma interpretação e um significado distinta, é natural que ambas possuam
estruturas diferentes de parametrização.

Como discutido anteriormente, dentro da interpretação bayesiana do procedimento de
identificação a matriz Π representa a covariância dos coeficientes da resposta ao impulso
do sistema. Dessa forma, ela deve refletir uma característica de decaimento exponencial e
uma correlação positiva entre coeficientes próximos, se for considerada a identificação de
um sistema estável. Para este caso, já existem estruturas de parametrização na literatura
de identificação com regularização (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO
et al., 2014) que são as estruturas DI (122), DC (124), TC (126) e SS (128), por exemplo.

Por outro lado, a matriz Σ tem uma interpretação diferente dentro da interpretação
bayesiana: ela representa a matriz de covariância do ruído colorido de saída (V ), como
demonstrado em (179). Também, como a função de transferência do ruídoH0(q) é desco-
nhecida a priori em situações reais de identificação, uma abordagem razoável é considerá-
la (ou aproximá-la) por um filtro IIR (infinite impulse response) de primeira ordem. Nesse
caso Σ−1 é uma matriz que pode ser parametrizada como (SÖDERSTRÖM; JEZEK; KU-
CERA, 1998; SÖDERSTRÖM, 2002):

Σ−1(ζ) = S(ζ)S(ζ)T , (220)

sendo S(ζ) com o seguinte formato:

S(ζ) =



ζ0 ζ1 0 · · · 0 · · · 0

0 ζ0 ζ1
. . . . . . . . . ...

0 0 ζ0 ζ1
. . . . . . 0

... 0 0 ζ0 ζ1
. . . 0

... . . . . . . . . . . . . 0

... 0 0 ζ0 ζ1

0 · · · · · · · · · 0 0 ζ0


. (221)

Finalmente, com as estruturas demonstradas, é possível resolver o problema de otimi-
zação descrito no Teorema 3.3, estimar os hiperparâmetros, e usar as matrizes de regula-
rização e ponderação estimadas no método dos mínimos quadrados ponderados regulari-
zados para identificar o modelo FIR para o sistema.

Vale mencionar que a estimação de Σ também é um problema tradicional na comuni-
dade e literatura de identificação de sistemas, uma vez que essa matriz pode ser utilizada
com o método dos mínimos quadrados ponderados, resultando em estimadores com cova-
riância ótima (LJUNG, 1999). Na literatura de identificação, existem várias metodologias
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para estimá-la (MATISKO; HAVLENA, 2013; FENG et al., 2014). No entanto, a maio-
ria das metodologias é baseada no modelo do sistema. Em contrapartida, a metodologia
apresentada neste trabalho insere o problema de estimação da matriz Σ na perspectiva
bayesiana, como uma informação a priori a ser estimada sobre o sistema e assim, sendo
caracterizada como uma abordagem baseada em dados. Esta também pode ser conside-
rada uma das contribuições deste trabalho.

3.3 Exemplos numéricos

Para demonstrar a eficiência do método dos mínimos quadrados ponderados regula-
rizados em comparação com o mínimos quadrados ordinário e com o mínimos quadra-
dos regularizados (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014), essa
seção exibe dois exemplos numéricos. Nesses dois exemplos, o MQR e o MQPR são
comparados usando as estruturas de parametrização do tipo DC e TC.

O primeiro exemplo também foi apresentado em (BOEIRA; ECKHARD, 2021a, 2023),
e consiste na aproximação e identificação de um sistema IIR de primeira ordem por um
modelo FIR, onde a função de transferência do ruído também foi definida como um filtro
IIR de primeira ordem, caracterizando o ruído como colorido. O segundo exemplo foi
apresentado em (BOEIRA; ECKHARD, 2023) e apresenta a identificação e aproximação
de um sistema com função de transferência de quarta ordem por um modelo do tipo FIR,
onde a função de transferência do ruído foi definida como um filtro IIR de segunda ordem.
Este segundo exemplo foi adicionado para ilustrar o potencial da metodologia MQPR em
aplicações reais de identificação.

3.3.1 Exemplo com sistema e ruído de primeira ordem

O sistema considerado neste primeiro exemplo foi escolhido como

y(t) =
0,1

q − 0,9
u(t) +

q

q − 0,95
w(t). (222)

onde u(t) e w(t) foram escolhidos como ruído branco. Como discutido no trabalho, o
objetivo do método MQPR é identificar os coeficientes da resposta ao impulso do sistema
e, neste caso, a ordem escolhida foi de n = 60. As condições experimentais foram esco-
lhidas para serem próximas àquelas propostas em (CHEN; OHLSSON; LJUNG, 2012),
onde o número de dados coletados sobre o processo é de N = 500 e a relação sinal-ruído
foi escolhida como SNR = 10, resultando em σ2

u = 190 e σ2
w = 0,0975. Para avaliar e

comparar as metodologias de identificação, 1000 rodadas de Monte Carlo foram executa-
das e as propriedades estatísticas de cada método foram calculadas com base nas amostras
das simulações. Além disso, são comparadas as respostas ao impulso identificadas e uma
medida conhecida como fit, amplamente usada na literatura de identificação para avaliar
a qualidade dos modelos identificados. Por fim, vale destacar que o número de dados N
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coletados do processo e o número de rodadas de Monte Carlos foram escolhidos com base
em estudos e experiências anteriores.

Primeiramente, a Tabela 5 mostra as propriedades estatísticas, como a norma do vetor
de polarização, o traço da matriz de covariância e da matriz de erro médio quadrático,
baseadas nas amostras de Monte Carlo.

Tabela 5 – Norma do vetor de polarização, traço da matriz de covariância e traço da matriz
de erro médio quadrático para cada método de identificação nas rodadas de Monte Carlo
- Exemplo 1.

Método ∥B∥2 tr(V) tr(Q)

MQ 0,74×10−3 0,84×10−3 8,4×10−4

MQR
DC 1,25×10−3 0,56×10−3 5,6×10−4

TC 1,45×10−3 0,64×10−3 6,4×10−4

MQPR
DC 0,61×10−3 0,21×10−3 2,1×10−4

TC 9,68×10−3 0,40×10−3 4,9×10−4

Fonte: do autor, adaptado de SÖDERSTRÖM; STOICA (1989).

Analisando a Tabela 5, é evidente que os métodos MQR e MQPR apresentam uma
polarização mais elevada, mas apresentam menor traço da matriz de covariância e erro
médio quadrático, comparados com o mínimos quadrados ordinário. Ainda, nota-se que
o MQPR apresenta o menor valor de traço da covariância e traço da matriz de erro médio
quadrático.

Nas figuras 6a e 6b são exibidas as respostas ao impulso identificadas com a resposta
ao impulso do sistema ideal para os métodos do MQR e MQPR, onde foram usadas as
parametrizações do tipo DC para a matriz de regularização. As figuras demonstram que
existe uma melhora significativa ao realizar a identificação com o método MQPR, visto
que as respostas estão mais próximas à resposta real na Figura 6b.

Finalmente, o último critério de comparação é a clássica medida de fit dos modelos,
amplamente utilizada na literatura de identificação (LJUNG, 1999; CHEN; OHLSSON;
LJUNG, 2012; PILLONETTO et al., 2014):

F = 100

1−( ∑n
k=0 |θ0(k)− θ̂(k)|2∑n
k=0 |θ0(k)− θ̄0(k)|2

)1/2
 , (223)

com

θ̄0 =
1

n

n∑
k=0

θ0(k). (224)

Este critério de qualidade é responsável por medir a distância entre o modelo identificado
e o sistema ideal. Sendo assim, o fit para um modelo próximo do sistema ideal resulta
em um valor próximo de F ≈ 100. Neste exemplo, o fit foi calculado para cada uma



72

Figura 6 – Resposta ao impulso real do sistema com as respostas ao impulsos identificadas
com os métodos MQR (a) e MQPR (b) com a parametrização do tipo DC - Exemplo 1.

(a) MQR (b) MQPR

Fonte: do autor.

das respostas ao impulso identificadas e as distribuições resultantes são demonstrados nos
diagramas de caixa da Figura 7.

Observando a Figura 7, é possível concluir que o método MQPR atingiu os maiores
valores para a medida fit, para ambas as parametrizações escolhidas, o que indica uma
maior qualidade dos modelos desta metodologia, se comparada com o MQR e o MQ.

3.3.2 Exemplo com sistema de quarta ordem e ruído de segunda ordem

Neste exemplo, o sistema considerado para identificação é dado por

y(t) =
b4q

4 + b3q
3 + b2q

2 + b1q + b0
q4 + f3q3 + f2q2 + f1q + f0

u(t) +
q2

q2 + d1q + d0
w(t), (225)

com b4 = b0 = 0,0004, b3 = b1 = 0,0017, b2 = 0,0025, f3 = −3,1806, f2 = 3,8612,
f1 = −2,1122, f0 = 0,4383, d1 = −1,9250, d0 = 0,9259. Neste caso, tanto u(t) quanto
w(t) são ruído branco de média zero e variância σ2

u = 97,64 e σ2
w = 1,3335 × 10−4, que

resulta em SNR = 10 na saída do sistema.
O modelo FIR escolhido para identificar os sistemas com os métodos MQ, MQR e

MQPR neste exemplo foi escolhido com ordem n = 80. Em cada rodada de Monte Carlo,
N = 255 amostras de dados foram coletadas nas simulações e utilizadas nos procedi-
mentos de identificação. Neste caso, 1000 rodadas de Monte Carlo foram executadas para
comparar as propriedades estatísticas dos métodos, as respostas ao impulso atingidas e as
distribuições da medida fit. Novamente, neste caso, o número de rodadas de Monte Carlo
e o número de dados N utilizados foi escolhido com base em experiências anteriores.

Neste sentido, a Tabela 6 demonstra a norma do vetor de polarização e o traço das
matrizes de covariância e erro médio quadrático para os métodos MQ, MQR e MQPR.
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Figura 7 – Diagramas de caixa obtidos para a medida fit para cada método de identificação
- Exemplo 1.

Fonte: do autor.

Tabela 6 – Norma do vetor de polarização, traço da matriz de covariância e traço da matriz
de erro médio quadrático para cada método de identificação nas rodadas de Monte Carlo
- Exemplo 2.

Método ∥B∥2 tr(V) tr(Q)

MQ 2,8×10−3 7,6×10−3 7,6×10−3

MQR
DC 8,6×10−3 5,9×10−3 5,9×10−3

TC 8.6×10−3 6,0×10−3 6,0×10−3

MQPR
DC 2,6×10−3 3.3×10−3 3,3×10−3

TC 2,1×10−3 2,8×10−3 2,8×10−3

Fonte: do autor.

A Tabela 6 mostra que a polarização é maior para o método do MQR em relação ao
MQ e ao MQPR. A tabela ainda mostra que o traço da covariância e da matriz de erro
médio quadrático é menor para o método dos MQPR em relação aos outros métodos.

Ainda, as Figuras 8a e 8b mostram todas as respostas ao impulso identificadas para os
métodos MQR e MQPR, comparadas à resposta ao impulso real do sistema. Observando
as figuras, é possível perceber que o método dos MQPR atingiu um melhor resultado,
visto que suas estimativas ficaram mais próximas à resposta real.

Por fim, a Figura 9 exibe os diagramas de caixa para a medida fit definida em (223), e
que foi calculada para cada rodada de Monte Carlo e para cada método e parametrização
de P respectiva. Observando tal figura, nota-se que a distribuição atingida para o método
aqui proposto, do MQPR, alcançou valores mais próximos a F = 100 para ambas as
parametrizações de P exploradas no exemplo.
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Figura 8 – Resposta ao impulso real do sistema e respostas ao impulsos identificadas com
os métodos MQR (a) e MQPR (b) com a parametrização do tipo DC - Exemplo 2.

(a) MQR (b) MQPR

Fonte: do autor.

Figura 9 – Diagramas de caixa obtidos para a medida fit para cada método de identificação
- Exemplo 2.

Fonte: do autor.

3.4 Considerações finais

Este capítulo apresentou uma das principais contribuições da tese: o método dos mí-
nimos quadrados ponderados regularizados para a identificação de respostas ao impulso
de sistemas com ruído colorido em sua saída. Primeiramente, o novo método dos míni-
mos quadrados ponderados regularizado foi introduzido, assim como suas propriedades
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estatísticas. Com isso, foi possível perceber a dependência da matriz de regularização e
ponderação nas propriedades estatísticas do estimador. Também, foi desenvolvido o cál-
culo das matrizes ótimas de regularização e ponderação, onde concluiu-se que ambas são
função de quantidades desconhecidas como θ0 e Σ−1.

Avançando com o estudo, a seção 3.2 demonstrou a interpretação bayesiana do proce-
dimento de identificação para o cenário de ruído colorido na saída, além de sua equivalên-
cia com a nova metodologia de identificação do mínimos quadrados ponderados regula-
rizado, fator fundamental para a estimação e parametrização das matrizes de ponderação
e regularização. Também, nesta seção foi apresentado o algoritmo de estimação destas
matrizes, baseado no método bayesiano empírico. Neste sentido, foi possível reescrever
o problema de otimização para diminuir sua complexidade computacional e melhorar sua
precisão, usando a fatoração de Cholesky e algumas relações de matrizes inversas.

Por fim, foi demonstrado, através de dois exemplos numéricos, que o método aqui
proposto resulta em estimativas mais precisas para os coeficientes da resposta ao impulso
dos modelos FIR, se comparado ao método tradicional da literatura de identificação com
regularização quando há ruído colorido na saída do processo. O primeiro exemplo apre-
sentou um sistema de ordem menor: primeira ordem para as funções de transferência do
processo e do ruído. Já o segundo apresentou um sistema com função de transferência
de quarta ordem para o processo e de segunda ordem para o ruído, visando demonstrar
o potencial do método em aplicações mais próximas da realidade. Analisando os resul-
tados atingidos no exemplo, é possível perceber que tanto as propriedades estatísticas
resultantes, quanto a medida fit foram melhores para o MQPR e as respostas ao impulso
identificadas foram mais próximas às respostas reais.
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4 REGULARIZAÇÃO ÓTIMA NA IDENTIFICAÇÃO DE SIS-
TEMAS COM ERROS NAS VARIÁVEIS

De acordo com o que foi apresentado no capítulo 2, na seção que discute os sistemas
com erros nas variáveis (2.6), as metodologias elementares de identificação para este tipo
de sistema são: o método dos mínimos quadrados ordinário e o método das variáveis
instrumentais básicas. Contudo, ambos possuem desvantagens com relação a suas pro-
priedades estatísticas: o mínimos quadrados resulta em um estimador não consistente e
a variável instrumental possui uma larga covariância nas estimativas. Por isso, este tra-
balho procura aprimorar esta lacuna da técnica das variáveis instrumentais, adicionando
regularização na técnica para diminuir sua covariância, ao custo de adicionar uma pe-
quena polarização, visto que este é o principal efeito introduzido pela regularização nas
estimativas (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014).

Isto posto, a técnica de variáveis instrumentais regularizada é estudada neste capítulo e
suas propriedades estatísticas são obtidas, o que também é uma contribuição do trabalho,
dado que este não é um procedimento trivial e requer um estudo aprofundado. Após
o cálculo das propriedades, dois problemas de otimização são formulados e resolvidos
com o objetivo de minimizar o traço da matriz de erro médio quadrático das estimativas.
No primeiro problema, nenhuma restrição é considerada sobre a matriz de regularização.
No segundo, a restrição de simetria da matriz é imposta no problema, com o objetivo
de aproximar os resultados daqueles encontrados para o caso tradicional de identificação
com regularização e para o caso estudado no capítulo 3.

Ainda, cabe ressaltar que as grandezas e quantidades que compõem as matrizes ótimas
de regularização são desconhecidas em situações práticas e devem ser estimadas. Para
tanto, será necessário o futuro desenvolvimento de técnicas de estimação. Até o momento,
não existem técnicas específicas para a estimação de tais matrizes no cenário de sistemas
com erros nas variáveis. No entanto, cabe ressaltar que podem ser usadas, de forma
aproximada, as técnicas desenvolvidas no cenário de identificação com ruído na saída,
como o caso dos algoritmos implementados na ferramenta IDENT do MATLAB.

Por fim, ressalta-se que um dos principais objetivos do desenvolvimento apresentado
neste capítulo é estender o mesmo para o método de controle baseado em dados conhecido
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como VRFT, o qual também pode ser interpretado como um método de identificação de
sistemas com erros nas variáveis, mas que possui suas próprias particularidades.

Assim sendo, na seção 4.1 é apresentada a técnica de variável instrumental regula-
rizada (VIR). Na sequência, suas propriedades de polarização, covariância e erro médio
quadrático são deduzidas na seção 4.2. Em 4.3 a otimização do traço da matriz de erro mé-
dio quadrático é apresentada tanto para o caso irrestrito, como para o caso com restrição
de simetria. A seção 4.4 demonstra os exemplos numéricos para o uso das matrizes ótimas
de regularização e a seção 4.5 apresenta as considerações finais do capítulo. A contribui-
ção detalhada neste capítulo também foi apresentada em (BOEIRA; ECKHARD, 2021b).

4.1 Adicionando regularização na variável instrumental

Vale destacar que o método de variável instrumental regularizada foi proposto na lite-
ratura da área de controle baseado em dados, onde ela foi usada com o propósito de atingir
uma identificação mais precisa e confiável de controladores pelo método do VRFT. Neste
sentido, as principais contribuições são expostas em: (FORMENTIN; KARIMI, 2014),
que emprega a regularização para aproximar duas funções custo no contexto do VRFT;
(RALLO et al., 2016), onde uma regularização bayesiana é utilizada para a obtenção de
controladores monovariáveis; e (BOEIRA; ECKHARD, 2018), que usa a mesma ideia de
regularização bayesiana para a identificação de controladores multivariáveis. Os resulta-
dos alcançados nestes trabalhos foram promissores, demonstrando uma melhor qualidade
nas estimativas se comparados aos resultados atingidos pelos métodos elementares.

Para regularizar a técnica da variável instrumental, os trabalhos (FORMENTIN; KA-
RIMI, 2014; RALLO et al., 2016; BOEIRA; ECKHARD, 2018) propõem uma estimativa
baseada na solução da seguinte equação de correlação:

θ̂vir = sol

{
1

N

N∑
t=1

ζ(t)
[
y(t)− φ(t)T θ

]
= P−1θ

}
, (226)

onde é possível notar que, em relação à formulação tradicional da variável instrumental
básica (149), foi adicionado o termo P−1θ do lado direto da equação, com P ∈ Rn×n

sendo a matriz de regularização. Enfim, para obter a estimativa da variável instrumen-
tal regularizada, basta resolver a equação (226), isolando a variável θ, o que resulta em
(FORMENTIN; KARIMI, 2014; RALLO et al., 2016; BOEIRA; ECKHARD, 2018):

θ̂vir =

[
1

N

N∑
t=1

Pζ(t)φ(t)T + I

]−1 [
1

N

N∑
t=1

Pζ(t)y(t)

]
. (227)

A estimativa exposta em (227) é usada na conjuntura deste trabalho para a identifica-
ção de sistemas com erros nas variáveis do tipo FIR, com as restrições e particularidades
discutidas na subseção 2.6.1, visto que isto simplifica a análise das propriedades esta-
tísticas. Além disso, vale lembrar que o vetor ζ(t) em (227) é a variável instrumental
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construída com dados de um segundo experimento no processo, φ(t) é o vetor regressor,
construído com os dados u(t) do primeiro experimento, como mostrado em (141), e y(t)
é o sinal de saída coletado no primeiro experimento. Ainda em relação a (227), é inte-
ressante observar que, caso a variável instrumental ζ(t) seja escolhida como ζ(t) = φ(t),
então a estimativa da variável instrumental regularizada é idêntica à estimativa de míni-
mos quadrados regularizados, exibida em (87), e que é usada no contexto de identificação
de sistemas com ruído na saída, assunto discutido anteriormente no trabalho. Por este mo-
tivo, pode-se dizer que a estimativa da variável instrumental regularizada é uma extensão
natural dos mínimos quadrados regularizados ou da variável instrumental básica.

4.2 Propriedades da estimativa por variável instrumental regulari-
zada

Visando obter condições para calcular uma matriz de regularização que otimize algum
critério, aqui é apresentada a dedução para as propriedades teóricas das estimativas da
variável instrumental regularizada (227). Primeiramente, a polarização é obtida e, em
seguida, analisa-se o erro médio quadrático dos parâmetros.

O procedimento de análise das propriedades da estimativa com variável instrumental
regularizada segue a premissa que o sistema ideal a ser identificado S deve respeitar as
considerações da subseção 2.6.1, isto é, que o mesmo satisfaz (138), que está dentro da
classe de modelos usados na identificação (S ∈ M(θ)), ou seja, que é da classe FIR e que
os sinais u0(t), ũ(t) e ũ2(t) são descorrelacionados entre si.

Com isto, considerando que a Premissa 2.1 é satisfeita para este cenário, pode-se notar
que a saída do sistema ideal pode ser descrita por

y(t) = φ0(t)
T θ0, (228)

onde φ0(t) ∈ Rn é o vetor regressor ideal, composto pelo sinal u0(t) que realmente excita
o processo G0(q):

φ0(t) =
[
u0(t− 1) u0(t− 2) . . . u0(t− n)

]T
. (229)

Contudo, como u0(t) é um sinal desconhecido, é comum escrever a saída do processo de
uma forma alternativa, em função dos sinais u(t) e ũ(t):

y(t) = φ(t)T θ0 − φ̃(t)T θ0, (230)

y(t) = φ(t)T θ0 + µ(t), (231)

com

µ(t) = −φ̃(t)T θ0, (232)

µ(t) = −G0(q)ũ(t), (233)
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e onde escreve-se φ(t) a partir das contribuições de φ0(t) e φ̃(t):

φ(t) = φ0(t) + φ̃(t), (234)

com

φ̃(t) =
[
ũ(t− 1) ũ(t− 2) . . . ũ(t− n)

]T
. (235)

Também é importante destacar a composição do vetor de variável instrumental, formada
pelo sinal obtido no segundo experimento ũ2(t):

ζ(t) = φ0(t) + φ̃2(t), (236)

sendo que

φ̃2(t) =
[
ũ2(t− 1) ũ2(t− 2) . . . ũ2(t− n)

]T
. (237)

Ademais, vale ressaltar que a dedução das propriedades estatísticas do estimador é
realizada no cenário assintótico, onde o número de dados é elevado (N → ∞), assim
como é desenvolvido na literatura do tema (SÖDERSTRÖM, 2018). Neste sentido, os
Teoremas 4.1 e 4.2 apresentam as principais propriedades estatísticas do estimador aqui
explorado.

4.2.1 Polarização da estimativa por variável instrumental regularizada

Teorema 4.1 (Polarização assintótica da estimativa de variável instrumental regularizada).
A polarização assintótica da estimativa de variável instrumental regularizada é dada pela

seguinte expressão:

Bvir(P ) = −
(
PR0 + I

)−1
θ0, N → ∞. (238)

Prova. Para começar a prova observa-se, em primeiro lugar, o valor para qual a estimativa
converge quando o número de dados tende ao infinito:

θ∗vir = lim
N→∞

θ̂vir (239)

θ∗vir = lim
N→∞

[
1

N

N∑
t=1

Pζ(t)φ(t)T + I

]−1 [
1

N

N∑
t=1

Pζ(t)y(t)

]
. (240)

Os sinais aqui presentes são quasi-estacionários e ergódicos, o que significa que os so-
matórios em (240) podem ser substituídos pelo operador Ē[·]. Dessa forma, é possível
concluir que o valor de θ̂vir converge para:

θ∗vir =

(
PĒ
[
ζ(t)φ(t)T

]
+ I

)−1(
PĒ
[
ζ(t)y(t)

])
. (241)
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Agora, é importante observar que a variável instrumental e o vetor regressor do primeiro
experimento são dados por (234) e (236) e que, portanto:

Ē
[
ζ(t)φ(t)T

]
= Ē

[(
φ0(t) + φ̃2(t)

)(
φ0(t) + φ̃(t)

)T]
= Ē

[
φ0(t)φ0(t)

T
]
= Rφ0 ,

(242)

Também, neste trabalho, é possível reescrever a saída y(t) como em (228) onde pode-se
concluir que o termo Ē

[
ζ(t)y(t)

]
pode ser avaliado como:

Ē
[
ζ(t)y(t)

]
= Ē

[(
φ0(t) + φ̃2(t)

)
φ0(t)

T θ0

]
= Ē

[
φ0(t)φ0(t)

T
]
θ0 = Rφ0θ0, (243)

Finalmente, usando essas relações em (241), é possível chegar na expressão para o valor
assintótico dos parâmetros estimados com a variável instrumental regularizada:

θ∗vir =
(
PR0 + I

)−1
PR0θ0, (244)

onde usou-se Rφ0 = R0 para simplificar a notação. De posse do valor assintótico para a
estimativa, então, é possível calcular a polarização assintótica, dada por

Bvir(P ) = E
[
θ̂vir

]
− θ0, (245)

Bvir(P ) = θ∗vir − θ0, N → ∞ (246)

Bvir(P ) = −
(
PR0 + I

)−1
θ0, N → ∞, (247)

encerrando a prova do teorema.

Deste modo, a partir do resultado exposto no Teorema 4.1, pode-se perceber que a
estimativa por variável instrumental regularizada é polarizada quando N → ∞, o que
acaba se tornando uma desvantagem de usar a ferramenta de regularização também neste
cenário. Contudo, caso a polarização seja pequena, muitas vezes é aceitável atingir uma
estimativa polarizada que seja capaz de produzir menor covariância e/ou erro médio qua-
drático. Além disso, nota-se que, caso P−1 = 0, ou seja, caso decida-se por não se usar a
regularização, a polarização se torna nula, o que pode ser observado por (247).

4.2.2 Covariância e erro médio quadrático da estimativa

Agora, apresenta-se o Teorema 4.2 com o resultado aproximado da matriz de erro
médio quadrático da estimativa de variável instrumental regularizada.

Teorema 4.2 (Erro médio quadrático da estimativa de variável instrumental regularizada).
A matriz de erro médio quadrático da estimativa θ̂vir pode ser aproximada por:

Qvir(P ) ≈
(
PR0 + I

)−1 (
PWviP

T + θ0θ
T
0

) (
R0P

T + I
)−1

, N → ∞, (248)

com Wvi = Cvi/N

Cvi = σ2
w

{
Ē

[(
G0(q)φ0(t)

)(
G0(q)φ0(t)

)T]
+ Ē

[(
G0(q)φ̃2(t)

)(
G0(q)φ̃2(t)

)T]}
.

(249)
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Prova. Análise para obter o erro médio quadrático das estimativas se dá a partir da se-
guinte variável aleatória:

X0 ≜ lim
N→∞

√
N
(
θ̂vir − θ0

)
, (250)

onde usa-se o Teorema do Limite Central, assim como proposto no trabalho de RALLO
et al. (2016). A análise apresentada no trabalho citado é mais sucinta e direta, mas para
este trabalho, a mesma foi interpretada e estudada em mais detalhes. Nesta análise, usa-se
o Teorema do Limite Central com o propósito de verificar que X0 converge em distribui-
ção, quando N → ∞, para:

X0
dist−→ N

(√
Nθ∗vir,U0

)
(251)

onde

U0 = E
[
X0X

T
0

]
. (252)

Com isto, a matriz de erro médio quadrático da estimativa de variável instrumental regu-
larizada é calculada por

Qvir(P ) = E

[(
θ̂vir − θ0

)(
θ̂vir − θ0

)T]
≈ U0

N
, (253)

Ainda, dentro deste contexto, é importante avaliar U0, para compreender a dependência
do erro médio quadrático em função da matriz de regularização, e, na sequência, encontrar
uma matriz ótima de regularização.

Para obter a expressão analítica da matriz U0, o primeiro passo é expandir a variável
X0 e estudar os elementos que a compõem:

X0 = lim
N→∞

√
N
(
θ̂vir − θ0

)
, (254)

X0 = lim
N→∞

{[
1

N

N∑
t=1

Pζ(t)φ(t)T + I

]−1 [
1√
N

N∑
t=1

Pζ(t)y(t)

]
−[

1

N

N∑
t=1

Pζ(t)φ(t)T + I

]−1 [
1√
N

N∑
t=1

Pζ(t)φ(t)T +
√
NI

]
θ0

}
. (255)

Agora, percebe-se que, realizando algumas operações algébricas em (255), chega-se em:

X0 = lim
N→∞

[
1

N

N∑
t=1

Pζ(t)φ(t)T + I

]−1 [
1√
N

N∑
t=1

Pζ(t)µ(t)−
√
Nθ0

]
, (256)

lembrando que, por (231), µ(t) = y(t) − φ(t)T θ0. Aqui é possível utilizar, o fato de que
o termo à esquerda de X0 converge para

lim
N→∞

[
1

N

N∑
t=1

Pζ(t)φ(t)T + I

]−1

−→
(
PR0 + I

)−1
, (257)
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o que resulta na seguinte expressão para a variável aleatória analisada X0:

X0 = lim
N→∞

(
PR0 + I

)−1

[
1√
N

N∑
t=1

Pζ(t)µ(t)−
√
Nθ0

]
. (258)

Finalmente, para obter a expressão teórica de U0, resta calcular a correlação E
[
X0X

T
0

]
:

U0 = E
[
X0X

T
0

]
, (259)

= lim
N→∞

(
PR0 + I

)−1
E
[
X0inX

T
0in

](
R0P

T + I
)−1

, (260)

onde, também para simplificar a notação, escolheu-se X0in como o termo “interno”, sendo
o mesmo é dado por

X0in = lim
N→∞

[
1√
N

N∑
t=1

Pζ(t)µ(t)−
√
Nθ0

]
. (261)

Enfim, para calcular a expressão teórica de U0, então, é preciso obter a correlação
E
[
X0inX

T
0in

]
. Isto posto, realizando a multiplicação das variáveis em questão e a opera-

ção de valor esperado, conclui-se que:

E
[
X0inX

T
0in

]
= lim

N→∞
PE

[
1

N

N∑
t=1

N∑
s=1

ζ(t)µ(t)µ(s)ζ(s)T

]
P T−

PE

[
N∑
t=1

ζ(t)µ(t)

]
θT0 − θ0E

[
N∑
t=1

µ(t)ζ(t)T

]
P T +Nθ0θ

T
0 .

(262)

Em (262), os termos de correlação entre ζ(t) e µ(t) são cancelados (RALLO et al.,
2016), uma vez que tais variáveis são descorrelacionadas. Neste caso, para a correlação
E
[
X0inX

T
0in

]
sobram somente os termos:

E
[
X0inX

T
0in

]
= lim

N→∞
PE

[
1

N

N∑
t=1

N∑
s=1

ζ(t)µ(t)µ(s)ζ(s)T

]
P T +Nθ0θ

T
0 . (263)

Ainda, um aspecto interessante que se observa na expressão (263) é que o primeiro termo,
é muito semelhante àquele calculado para a estimativa de variável instrumental básica,
exposto em (158), com a diferença da pré e pós multiplicação dos termos P . Por este
motivo, pode-se usar a expressão obtida naquela análise para chegar em

E
[
X0inX

T
0in

]
= lim

N→∞
PCviP

T +Nθ0θ
T
0 , (264)

lembrando que, para a covariância da variável instrumental básica, verificou-se:

Cvi = lim
N→∞

E

[
1

N

N∑
t=1

N∑
s=1

ζ(t)µ(t)µ(s)ζ(s)T

]
, (265)

Cvi = σ2
w

{
Ē

[(
G0(q)φ0(t)

)(
G0(q)φ0(t)

)T]
+ Ē

[(
G0(q)φ̃2(t)

)(
G0(q)φ̃2(t)

)T]}
,

(266)



83

onde é importante ressaltar que o filtro G0(q) que aparece em Cvi é proveniente de µ(t),
sendo o pré filtro do sinal, exibido em (233) (SÖDERSTRÖM, 2018).

Para concluir esta análise, então, basta substituir a expressão (264) em (260), produ-
zindo:

U0 =
(
PR0 + I

)−1 (
PCviP

T +Nθ0θ
T
0

) (
R0P

T + I
)−1

, N → ∞, (267)

que é a correlação de E
[
X0X

T
0

]
. Assim, para obter a matriz de erro médio quadrático

final, da estimativa em questão, deve-se usar a expressão:

Qvir(P ) ≈
(
PR0 + I

)−1 (
PWviP

T + θ0θ
T
0

) (
R0P

T + I
)−1

, N → ∞, (268)

com Wvi = Cvi/N , finalizando a prova.

Enfim, com, base na matriz de erro médio quadrático exposta no Teorema 4.2, e da
polarização da estimativa apresentada no Teorema 4.1, fica evidente que o termo que
provém da contribuição da polarização é dado por:

Bvir(P )BT
vir(P ) =

(
PR0 + I

)−1 (
θ0θ

T
0

) (
R0P

T + I
)−1

, N → ∞, (269)

sendo a contribuição da covariância a seguinte:

Vvir(P ) =
(
PR0 + I

)−1 (
PWviP

T
) (
R0P

T + I
)−1

, N → ∞. (270)

4.3 Otimização do traço da matriz de erro médio quadrático

Como um dos objetivos da pesquisa é a otimização de algum critério de qualidade da
estimativa, foi desenvolvida uma minimização de um critério relacionado a matriz de erro
médio quadrático das estimativas, visto que a mesma é uma medida ampla de qualidade,
que contém parcelas relacionadas tanto à polarização quanto à covariância, assim como
fora feito anteriormente no caso de identificação com o método dos MQPR para sistemas
com ruído na saída. Além disso, aqui foram realizados dois procedimentos de otimização:
um para encontrar uma matriz ótima sem restrições e outro para encontrar uma matriz
ótima com uma restrição de simetria, uma vez que as matrizes ótimas de regularização
encontradas na literatura, assim como a que foi calculada para o método dos MQPR,
possuem essa estrutura típica.

Neste sentido, o critério de qualidade da estimativa aqui otimizado também é o traço
da matriz de covariância:

Jtr(P ) = tr [Qvir(P )] . (271)

Primeiramente, busca-se uma matriz de regularização ótima sem nenhuma restrição de
simetria. Assim, para obter a matriz ótima de regularização deste critério, deve-se resolver
o seguinte problema de otimização:

P0vir = arg min
P

Jtr(P ), (272)
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que pode ser alcançado, de forma analítica por meio da relação:

P0vir = sol

{
∂Jtr(P )

∂P
= 0

}
, (273)

lembrando que sol[f(x) = 0] simboliza a solução da equação f(x) = 0. Deste modo,
para obter a matriz ótima de regularização, são utilizados conceitos de cálculo matricial
exibidos no Apêndice A.

Primeiramente, para encontrar a matriz ∂trQvir(P )/∂P , deve-se procurar pelo ele-
mento de sua i-ésima linha e j-ésima coluna, dado por[

∂trQvir(P )

∂P

]
ij

=
∂trQvir(P )

∂Pij

, (274)

usando a notação de layout mista de derivadas matriciais. Ainda, outra propriedade usada
para obter a derivada de trQvir(P ) é a seguinte:

∂trQvir(P )

∂Pij

= tr

[
∂Qvir(P )

∂Pij

]
. (275)

4.3.1 Matriz ótima de regularização sem restrições

No caso de estimativas resultantes do método dos mínimos quadrados regularizado,
conforme apresentado na subseção 2.5.1 e resultantes do dos mínimos quadrados ponde-
rados regularizados, apresentado na seção 3.1, as matrizes ótimas de regularização obtidas
possuem a característica de serem simétricas, o que é consequência da formulação qua-
drática dos métodos. Por outro lado, a estimativa de variável instrumental regularizada,
formulada a partir da equação de correlação (226), não possui essa característica de si-
metria e, assim, um problema de otimização irrestrito é formulado no primeiro momento,
resultando em uma matriz ótima não simétrica, como enunciado no Teorema 4.3.

Teorema 4.3 (Matriz ótima de regularização irrestrita). A matriz ótima de regularização

irrestrita que minimiza o traço da matriz de erro médio quadrático é dada por

P0vir = θ0θ
T
0 R0W

−1
vi . (276)

Prova. Para encontrar a matriz ótima de regularização, usa-se a seguinte expressão para
a derivada do traço da MSE:

∂tr
(
Qvir(P )

)
∂Pij

= tr

∂
[(
PR0 + I

)−1(
θ0θ

T
0 + PWviP

T
)(
R0P

T + I
)−1
]

∂Pij

 , (277)

que, usando a regra do produto, se torna:

∂tr
(
Qvir(P )

)
∂Pij

= tr

[
∂Q1

∂Pij

Q2Q3

]
+ tr

[
Q1

∂Q2

∂Pij

Q3

]
+ tr

[
Q1Q2

∂Q3

∂Pij

]
, (278)
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onde Q1 = (PR0 + I)−1, Q2 = (θ0θ
T
0 + PWviP

T ) e Q3 = (R0P
T + I)−1 foram usados

para simplificar a notação, assim como foi feito na subseção 3.1.2.
Agora, a partir de (278) e usando, novamente, os teoremas e as relações do Apêndice

A, pode-se encontrar as expressões para cada um dos termos desta equação. O primeiro
termo, por exemplo, pode ser calculado usando as relações do Teorema A.1, onde A = I ,
B = R0, C = Q2Q3 e X = P , resultando em:

tr

[
∂Q1

∂Pij

Q2Q3

]
= −Q3Q1Q2Q3R0. (279)

O segundo termo é calculado pelas relações expostas no Teorema A.3, com A = Q1,
B = Wvi, C = Q3 e X = P , produzindo:

tr

[
Q1

∂Q2

∂Pij

Q3

]
= 2Q3Q1PWvi. (280)

Já o terceiro e último termo é calculado a partir do Teorema A.2, sendo que A = Q1Q2,
B = R0, C = I e X = P , resultando em

tr

[
Q1Q3

∂Q3

∂Pij

]
= −Q3Q1Q2Q3R0, (281)

que é idêntico ao primeiro termo. Somando as equações (279), (280) e (281) para encon-
trar o mínimo, chega-se em:

∂tr
(
Qvir(P )

)
∂Pij

= 2Q3Q1 (PWvi −Q2Q3R0) = 0. (282)

Nota-se, então, que a esta equação só pode ser nula se:

PWvi −Q2Q3R0 = 0, (283)

PWvi −
(
θ0θ

T
0 + PWviP

)
(R0P + I)−1R0 = 0. (284)

Finalmente, ao isolar P em (284) conclui-se que a matriz ótima de regularização é dada
por:

P0vir = θ0θ
T
0 R0W

−1
vi , (285)

encerrando a prova.

A matriz ótima de regularização exposta no Teorema 4.3 também é função dos parâ-
metros ideais θ0 e das matrizes Wvi e R0, que são grandezas desconhecidas pelo usuário
no procedimento de identificação. No entanto, a ideia deste trabalho não é estimar es-
tas grandezas, mas sim, estender esse procedimento para o método do VRFT, com suas
próprias particularidades, grandezas e variáveis. Tal extensão é assunto do próximo capí-
tulo. Por fim, cabe ressaltar que ideias para a estimação de tais grandezas já existem na
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literatura de identificação, como nos trabalhos de que apresentam técnicas de regressão

gaussiana, como exposto em (RISULEO; BOTTEGAL; HJALMARSSON, 2019).
Analisando a expressão (285), é possível chegar em algumas conclusões. Primeira-

mente, nota-se que a mesma depende da inversa de Wvi, a qual é proporcional a σ2
w e

inversamente proporcional ao número de dados. Isso significa que, quanto maior a vari-
ância do ruído no sistema ou quanto menor o número de dados, maior será a norma da
matriz Wvi e maior será o efeito da regularização, causando uma maior polarização na
estimativa para balancear a alta covariância. Por outro lado, caso o número de dados seja
elevado e/ou a variância do ruído de saída do sistema seja baixa, menor será o efeito da
regularização ótima no método VIR.

Vale notar que a matriz P0vir exposta em (285) não é simétrica, como aquela encon-
trada no cenário de identificação para sistemas com ruído só na saída, exposta na subseção
3.1.2. Mas, caso seja necessário, é possível introduzir restrições na matriz P para este
contexto de sistemas com erros nas variáveis, como impor que a mesma seja simétrica ou
positiva semi-definida, por exemplo. Assim, a próxima subseção mostra a adição de uma
restrição de simetria na matriz de regularização e a obtenção de uma ótima simétrica.

4.3.2 Matriz ótima de regularização com restrição de simetria

No caso de impor uma restrição de simetria da matriz de regularização, considera-se
o seguinte problema de otimização:

P0svir = arg min
P

Jtr(P ),

s.a. P = P T ,
(286)

que será calculada, por meio da relação:

P0svir = sol

{
∂Jtr(P )

∂P
= 0

}
| P = P T , (287)

e assim, a expressão para a derivada do traço da MSE será calculada a partir de

∂tr
(
Qvir(P )

)
∂Pij

= tr

∂
[(
PR0 + I

)−1(
θ0θ

T
0 + PWviP

)(
R0P + I

)−1
]

∂Pij

 . (288)

Com isto, o Teorema 4.4 demonstra como obter a matriz ótima de regularização com a
restrição de simetria.

Teorema 4.4 (Matriz ótima de regularização com restrição de simetria). Para obter a

matriz ótima de regularização para o estimador θ̂vir, deve-se resolver a seguinte equação

de Riccati:(
θ0θ

T
0 R0R0 −Wvi

)
P + P

(
θ0θ

T
0 R0R0 −Wvi

)
−

P (WviR0 +R0Wvi)P +
(
R0θ0θ

T
0 + θ0θ

T
0 R0

)
= 0. (289)
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Prova. Novamente para encontrar a matriz ótima, aplica-se a regra do produto das deri-
vadas em (288), produzindo a seguinte expressão:

∂tr
(
Qvir(P )

)
∂Pij

= tr

[
∂Q1

∂Pij

Q2Q3

]
+ tr

[
Q1

∂Q2

∂Pij

Q3

]
+ tr

[
Q1Q2

∂Q3

∂Pij

]
, (290)

onde agora Q1 = (PR0 + I)−1, Q2 = (θ0θ
T
0 + PWviP ) e Q3 = (R0P + I)−1. Com

isto, os termos de (290) são obtidos com os teoremas apresentados no Apêndice A. Neste
caso, o primeiro termo é calculado de forma idêntica ao caso do capítulo anterior, a partir
do Teorema A.1, onde A = I , B = R0, C = Q2Q3 e X = P :

tr

[
∂Q1

∂Pij

Q2Q3

]
= −Q3Q1Q2Q3R0. (291)

Já para o segundo termo, usa-se a relação do Teorema A.5, com A = Q1, B = Wvi,
C = Q3 e X = P resultando em

tr

[
Q1

∂Q2

∂Pij

Q3

]
= Q3Q1PWvi +WviPQ3Q1, (292)

uma vez queQT
1 = Q3 eQT

3 = Q1. Por fim, o último termo é calculado com os resultados
do Teorema A.4, onde A = Q1Q2, B = R0, C = I e X = P , produzindo a expressão:

tr

[
Q1Q2

∂Q3

∂Pij

]
= −R0Q1Q2Q3Q1. (293)

Enfim, somando os três, termos, obtém-se:

∂tr
(
Qvir(P )

)
∂Pij

= Q3Q1 (PWvi −Q2Q3R0) + (WviP −R0Q1Q2)Q3Q1. (294)

Finalmente, após utilizar algumas relações de matriz inversa e realizar uma série de ma-
nipulações algébricas, (294) se transforma em:

∂tr
(
Qvir(P )

)
∂Pij

=
(
θ0θ

T
0 R0R0 −Wvi

)
P + P

(
θ0θ

T
0 R0R0 −Wvi

)
−

P (WviR0 +R0Wvi)P +
(
R0θ0θ

T
0 + θ0θ

T
0 R0

)
= 0, (295)

concluindo a prova do teorema.

Ao analisar (295) é possível notar que esta é uma equação de Riccati, que é uma
equação popular na literatura de sistemas de controle e possui uma ampla gama de solvers

disponíveis comercialmente para computar sua solução.
Ainda, é necessário observar que a equação (295) ainda depende de quantidades que

são desconhecidas em aplicações práticas, como θ0, R0 e Wvi. Assim, para o uso desta
metodologia em aplicações reais, ainda é necessário desenvolver um procedimento de
estimação para tais quantidades.
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4.4 Exemplo Numérico

Esta seção exibe um exemplo numérico para demonstrar a eficiência do método da
variável instrumental regularizada, utilizando as matrizes ótimas calculadas neste traba-
lho, em comparação com os métodos elementares de identificação no contexto de siste-
mas com erros nas variáveis: mínimos quadrados e variável instrumental. É importante
destacar que os resultados atingidos neste exemplo devem ser interpretada como limi-
tes superiores ou inferiores que são possíveis de alcançar com a metodologia de variável
instrumental regularizada, visto que as matrizes ótimas são baseadas em quantidades des-
conhecidas e teóricas para P0vir e P0svir .

O processo considerado para identificação possui a mesma estrutura que foi apresen-
tada em (8), onde G0(q) é um filtro FIR com n = 35 coeficientes, que representam a
resposta ao impulso truncada do seguinte filtro de Butterworth:

Giir(q) =
0,02008q2 + 0,04017q + 0,02008

q2 − 1,561q + 0,6414
. (296)

O mesmo sistema foi utilizado em exemplos anteriormente, assim como em (LJUNG;
CHEN; MU, 2020). O sinal de entrada escolhido para excitar o sistema u0(t) que foi
aplicado neste exemplo foi uma onda quadrada que oscila de [0, 1], com período de Tsq =
100 amostras. O sinal de ruído ũ(t) gerado para contaminar as medidas foi escolhido
como ruído branco de média zero e variância σ2

ũ = 0,025. Essas escolhas resultam em
uma relação sinal-ruído de 10. O sistema foi simulado em 1000 execuções de Monte Carlo
e N = 2500 amostras foram coletadas em cada execução para realizar a identificação de
cada método elementar e do método das variáveis instrumentais regularizadas com P0vir

e P0svir . Cabe dizer que o número de rodadas de Monte Carlo escolhidas neste exemplo
foi determinado com base em exemplos e experiências anteriores.

Com o objetivo de comparar as metodologias de identificação, algumas métricas de
qualidade das estimativas foram avaliadas, assim como nos exemplos anteriores. As pri-
meiras métricas avaliadas são relacionadas às propriedades estatísticas dos métodos e são
exibidas na Tabela 7, que mostra a norma do vetor de polarização, o traço da matriz de
covariância e o traço da matriz de MSE que foram obtidos com base nas amostras das
simulações de Monte Carlo.

A Tabela 7 mostra que o uso da matriz ótima de regularização produz os melhores
resultados para o traço da matriz de covariância e de MSE, sendo que a diferença entre
usar a matriz ótima irrestrita e a matriz ótima com restrição de simetria foi relativamente
pequena. A mesma tabela também mostra que a norma do vetor de polarização foi maior
para o método dos mínimos quadrados, como era de se esperar. Ainda, observa-se que
a polarização atingida pelo método das variáveis instrumentais foi relativamente alta, o
que se deve, na verdade, pelo limitado número de amostras usadas nos procedimentos de
identificação, assim como o limitado número de rodadas de Monte Carlo e pela elevada
covariância do estimador. Também, a tabela mostra o valor elevado do traço da matriz de
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Tabela 7 – Vetor de polarização, traço da matriz de covariância e traço da matriz de erro
médio quadrático produzido por cada método nas rodadas de Monte Carlo.

||B||2 tr(V) tr(Q)

MQ 4,1994× 10−2 1,2347× 10−4 1,8893× 10−3

VI 2,6787× 10−3 3,1117× 10−3 3,1149× 10−3

VIR+P0 6,3279× 10−5 2,7717× 10−6 2,7758× 10−6

VIR+P0s 6,5161× 10−5 2,7954× 10−6 2,7996× 10−6

Fonte: do autor.

covariância do estimador de variável instrumental, que foi aprimorado significativamente
com o uso da regularização ótima neste método.

Outro resultado observado neste exemplo diz respeito a uma comparação entre as
respostas ao impulso que foram estimadas por cada método nas rodadas de Monte Carlo,
que provê uma boa ideia visual do que foi alcançado com cada método. Neste sentido, a
Figura 10 exibe todas as 1000 respostas estimadas para o método dos mínimos quadrados
e o método das variáveis instrumentais. Por outro lado, a Figura 11 exibe o mesmo gráfico
para a variável instrumental regularizada comP0vir e P0svir respectivamente. Os gráficos
mostram o efeito da polarização no método dos mínimos quadrados, a elevada covariância
do método das variáveis instrumentais nas respostas ao impulso e a grande melhora nas
estimativas com as variáveis instrumentais regularizadas ótimas.

Finalmente, o último critério analisado para comparar os resultados alcançados é a
distribuição da medida fit que foi obtida com cada método de identificação aqui abordado.
Essa mesma medida de comparação foi realizada no capítulo anterior e foi apresentada
em (223). Para este exemplo, a Figura 12 mostra os diagramas de caixa obtidos para cada
metodologia nas rodadas de Monte Carlo.

A Figura 12 mostra que o método dos mínimos quadrados apresenta uma distribuição
da medida fit com menor mediana em comparação com os outros métodos, o que é uma
consequência direta do erro de polarização desta estimativa. Ainda, a Figura 12 também
mostra que o método das variáveis instrumentais produz uma distribuição da medida fit

com uma mediana maior, próxima de 100, mas com uma variância elevada e com vários
pontos atípicos (outliers). Por outro lado, o diagrama mostra que a esta medida apresen-
tou distribuições mais próximas de 100 para os métodos com as variáveis instrumentais
regularizadas e as matrizes ótima irrestrita e simétrica.

Para concluir a análise, basta notar que o exemplo numérico aqui apresentado con-
firma, a partir de uma série de medidas e comparações, que a metodologia da variável
instrumental ótima regularizada produz melhores respostas ao impulso, se comparada às
metodologias elementares. Além disso, o uso de P0vir e P0svir demonstra o limite que
pode ser atingido com o uso de regularização para aprimorar as estimativas no contexto
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Figura 10 – Respostas ao impulso estimadas com os métodos de identificação elementa-
res: mínimos quadrados e variável instrumental. Linhas azuis contínuas representam as
respostas ao impulso identificadas e a linha vermelha pontilhada representa a resposta ao
impulso real do sistema.

Fonte: do autor.

Figura 11 – Respostas ao impulso estimadas com a variável instrumental regularizada
com a ótima irrestrita e com a ótima simétrica. Linhas azuis contínuas representam as
respostas ao impulso identificadas e a linha vermelha pontilhada representa a resposta ao
impulso real do sistema.

Fonte: do autor.
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Figura 12 – Diagramas de caixa para as medidas fit obtidas para as 1000 rodadas de Monte
Carlo para cada método analisado.

Fonte: do autor.

de variável instrumental, uma vez que as mesmas não podem ser utilizadas em aplicações
reais.

4.5 Considerações finais

Este capítulo apresentou a dedução da matriz ótima de regularização para o método
das variáveis instrumentais regularizadas no cenário de identificação de sistemas com
erros nas variáveis. Para tanto, a seção 4.1 demonstrou a formulação do método e seu es-
timador, que já foram estudados em alguns trabalhos na literatura. Em seguida a seção 4.2
demonstrou como calcular as propriedades estatísticas do método, como sua polarização
e seu erro médio quadrático, o que também pode ser considerada uma das contribuições
do trabalho, visto o grande desafio em calcular tais propriedades.

Na seção 4.3 é demonstrado o cálculo da matriz ótima, a partir dos resultados de
cálculo matricial. Mostra-se que a matriz ótima de regularização é função de quantidades
que são desconhecidas em aplicações práticas e reais. Ainda, mostra-se a dependência
da matriz ótima nos sinais e nas funções de transferência presentes no problema. Este
resultado abre espaço para novas ideias a serem implementadas para a parametrização da
matriz ótima e de novos algoritmos de estimação para a mesma. Também, mostrou-se
que, caso seja necessário impor uma restrição de simetria no problema, a matriz ótima de
regularização deve ser obtida por meio de uma equação de Riccati.

Por fim, a seção 4.4 mostra um exemplo numérico com o resultado limite que se pode
atingir com a metodologia da variável instrumental regularizada, visto que as matrizes
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ótimas são utilizadas no exemplo. Nota-se que há bastante espaço para melhoria entre os
métodos elementares e o método da variável instrumental regularizada.
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5 REGULARIZAÇÃO NO MÉTODO DA REFERÊNCIA VIR-
TUAL

Este capítulo tem como objetivo apresentar a extensão do trabalho desenvolvido no
capítulo 4 para um dos mais populares métodos de controle baseado em dados: o método
da referência virtual, conhecido como VRFT (CAMPI; LECCHINI; SAVARESI, 2002).
Para tanto, primeiramente são apresentados os conceitos de controle baseado em dados e,
em seguida, o problema é apresentado no cenário do método VRFT.

Assim, este capítulo está organizado como segue. A seção 5.1 descreve o contexto
dos métodos de controle baseados em dados na literatura e nas aplicações reais destas
técnicas, assim como o papel do método da referência virtual neste cenário. Também
são apresentados os principais conceitos básicos deste tema, como a topologia do sistema
de controle, as estruturas de controladores que são tipicamente usadas assim como os
critérios otimizados.

A seção 5.2 descreve o método da referência virtual em si, caracterizando os sinais
presentes e como a função custo do método é sintetizada. Também, é demonstrado o
projeto de um filtro para o método, que é um importante aspecto para atingir controladores
mais próximos ao controlador ideal. Além disso, as estimativas com os métodos dos
mínimos quadrados e das variáveis instrumentais são apresentadas em função dos sinais
e das funções de transferências presentes no problema. Finalmente, a seção 5.3 mostra a
dedução da matriz ótima, com resultados baseados na seção 4.3, a seção 5.4 demonstra
um exemplo numérico, comparando os resultados obtidos com as matrizes ótimas aos
resultados atingidos com uma metodologia de estimação para as matrizes de regularização
e a seção 5.5 encerra o capítulo com as considerações finais.

5.1 Controle baseado em dados e o método da referência virtual

Os métodos de controle baseado em dados surgiram na literatura no início dos anos
40, a partir do trabalho de ZIEGLER; NICHOLS (1942), o qual forneceu metodologias
empíricas e baseadas em experimentos simples, para sintonizar controladores PID. No
entanto, a maioria dos métodos de controle baseados em dados se desenvolveu e recebeu
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maior visibilidade a partir dos anos 90. Estes métodos ainda são amplamente pesquisados
na literatura de sistemas de controle até o dia de hoje (BAZANELLA; CAMPESTRINI;
ECKHARD, 2012).

O maior objetivo dos métodos de controle clássico é sintonizar um controlador de
ordem fixa e predefinida para controlar sistemas dinâmicos, usando bateladas de dados
de entrada e saída dos processos, sem a necessidade de utilizar um modelo matemático
do sistema. Assim, uma vez que obter modelos matemáticos abrangentes e confiáveis
pode ser uma tarefa custosa, as metodologias de controle baseado em dados se tornaram
atraentes para uma ampla gama de aplicações práticas e industriais (HOU; WANG, 2013).

Na literatura de controle baseado em dados, é comum classificar os métodos em duas
categorias distintas: os métodos iterativos e os métodos diretos. Os métodos iterativos
usam vários experimentos para atualizar os parâmetros dos controladores iterativamente,
enquanto os métodos diretos usam somente uma ou duas bateladas de dados para iden-
tificar o controlador. As metodologias mais populares entre o grupo de métodos itera-
tivos são: o Iterative Feedback Tuning (IFT) (HJALMARSSON et al., 1998) e o Fre-

quency Domain Tuning (FDT) (KAMMER; BITMEAD; BARTLETT, 2000). Os méto-
dos mais populares dentro do grupo de métodos diretos são o Virtual Reference Feedback

Tuning (VRFT) (CAMPI; LECCHINI; SAVARESI, 2002), o Correlation-based Tuning

(CbT) (KARIMI; VAN HEUSDEN; BONVIN, 2007) e o Optimal Controller Identifica-

tion (OCI) (CAMPESTRINI et al., 2017).

Dentro dos métodos diretos, o método da referência virtual, ou VRFT, é o mais dis-
seminado e pesquisado e possui diversas extensões, aplicações e análises acerca de si
na literatura. Exemplos de contribuições recentes são citadas na sequência, reforçando a
relevância do método no contexto atual.

O artigo (LECCHINI; CAMPI; SAVARESI, 2002), por exemplo, apresenta uma das
primeiras extensões do VRFT, o qual introduz a possibilidade de sintonia de controladores
com dois graus de liberdade. Outra contribuição relevante é apresentada em (CAMPES-
TRINI et al., 2011), a qual demonstra a sintonia de controladores pelo método do VRFT
para sistemas com zero de fase não mínima. Os trabalhos (NAKAMOTO, 2004; FOR-
MENTIN; SAVARESI, 2011; CAMPESTRINI et al., 2016) desenvolveram extensões do
método da referência virtual para o cenário multivariável, onde o último apresentou uma
formulação não polarizada do mesmo. Uma abordagem não linear para o método foi apre-
sentada em (CAMPI; SAVARESI, 2006) e em (KANSHA; HASHIMOTO; CHIU, 2008),
o método foi aplicado para sintonizar controladores PID adaptativos. Em (ECKHARD;
CAMPESTRINI; BOEIRA, 2018) o mesmo foi estendido para lidar com a rejeição de
perturbações na entrada do sistema, dando origem ao método Virtual Disturbance Fe-

edback Tuning (VDFT). Enfim, em (BOEIRA; ECKHARD, 2020) um pacote de código
aberto, escrito em Python, foi disponibilizado para a comunidade de controle baseado em
dados, visando facilitar e difundir seu uso.
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Em relação a aplicações do método da referência virtual, também existe uma larga
escala de trabalhos. Por exemplo, em (CAMPI; LECCHINI; SAVARESI, 2002), o mé-
todo foi aplicado a um clássico problema de sintonia de controladores, onde o mesmo foi
usado para sintonizar controladores de alta ordem para um sistema de suspensão ativa. Em
(PREVIDI et al., 2004), o VRFT foi usado para o projeto de controladores para movimen-
tos de próteses de joelho, usando estímulos elétricos. Tal método, também foi aplicado
para sintonizar controladores multivariáveis em uma simulação de uma planta de trata-
mento de água em (ROJAS et al., 2012), para sintonizar o controlador ativo de freio de
veículos em (FORMENTIN et al., 2013), para controlar uma planta de fase não mínima
em (SCHEID FILHO et al., 2016), para a sintoniza de controladores de atitude de um
quadcóptero em (INVERNIZZI et al., 2016) e para o controle multivariável plantas de
nível com múltiplos tanques em (BOEIRA et al., 2018) e (RADAC; PRECUP; ROMAN,
2018).

Por este motivo, dada a relevância do método na literatura e no contexto atual da
área de controle baseado em dados, que este trabalho decidiu estudar tal metodologia e
aprimorar suas propriedades estatísticas, procurando uma matriz ótima de regularização
para o estimador de variável instrumental regularizado.

Quando o sistema a ser controlado possui uma parcela significativa de ruído que con-
tamina sua saída, o método da referência virtual acaba se tornando muito semelhante a um
sistema com erros nas variáveis, visto que a parcela de ruído é transferida para a entrada
do controlador que se deseja identificar.

Usualmente, as metodologias de identificação do controlador com o método da refe-
rência virtual são: o método dos mínimos quadrados, como exposto na subseção 2.6.2,
quando o sistema possui pouco ou nenhum ruído contaminando sua saída; e o método
das variáveis instrumentais, como discutido na subseção 2.6.3. Contudo, como discutido
anteriormente, apesar da vantagem das variáveis instrumentais de produzirem estimativas
consistentes, as mesmas apresentam alta covariância, o que pode prejudicar a identifica-
ção dos controladores e, inclusive, levar a sistemas instáveis em malha fechada com os
controladores resultantes.

Por isso, os trabalhos (FORMENTIN; KARIMI, 2014; RALLO et al., 2016; BO-
EIRA; ECKHARD, 2018) introduzem uma variável instrumental regularizada, onde o
principal objetivo é diminuir a larga covariância que resulta da variável instrumental bá-
sica e o trabalho (GARCIA; BAZANELLA, 2020) apresenta a solução do problema do
VRFT com o mínimos quadrados totais. No entanto, a grande lacuna que se identificou
em relação às propostas que usam regularização é que a estimação da matriz de regu-
larização, apesar de produzir bons resultados, é baseada nos algoritmos propostos em
(CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014), que na verdade, foram
desenvolvidas para outro contexto.

Assim sendo, este capítulo apresenta o cálculo de uma matriz ótima de regularização
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para o método da referência virtual, expondo as principais dependências da matriz ótima
de regularização, assim como a sua estrutura, o que possibilita o desenvolvimento futuro
de metodologias de estimação e estruturas para sua parametrização.

5.1.1 O sistema de controle

Neste trabalho, considera-se que o sistema que deseja-se controlar é aquele que pos-
sui ruído contaminando somente sua saída, conforme descrito em (35), onde as mesmas
características do sinais que o compõem, descritas na seção 2.4, são mantidas.

Agora, para que este sistema atinja um determinado desempenho, como seguimento
de referência ou rejeição de perturbação, por exemplo, o mesmo deve ser colocado em
malha fechada, com a adição de um controlador que usa a informação da saída reali-
mentada e manipula sua entrada. Na área de sistemas de controle, este controlador pode
possuir diferentes estruturas, como uma estrutura não linear, um algoritmo de otimização,
um algoritmo preditivo, entre outros. Neste trabalho, os controladores abordados são os
controladores lineares e invariantes no tempo, onde o sinal de entrada u(t) é calculado a
partir de

u(t,ρ) = C(q,ρ)[r(t)− y(t)], (297)

onde r(t) ∈ R é o sinal de referência, o qual se assume ser descorrelacionado com o ruído
do processo, i.e.

Rrv(τ) = Ē[r(t)v(t− τ)] = 0, ∀τ, (298)

e C(q,ρ) é a função de transferência do controlador, parametrizada pelo vetor ρ ∈ Rp.
Para possibilitar a implementação do controlador e seu uso em aplicações reais, define-se
que o mesmo é causal, ou seja, que a função de transferência C(q,ρ) seja uma função
racional própria na variável q. Uma ilustração do sistema em malha fechada é exibida na
Figura 13.

Figura 13 – Diagrama do sistema em malha fechada.

C(q,ρ) G0(q)

H0(q)

r(t)+ u(t)

+

y(t)

w(t)

+

−

Fonte: do autor.

A partir das equações do sistema ideal a ser controlado (35) e do controlador utilizado
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(297) é possível estabelecer seguinte relação para a saída do sistema em malha fechada:

y(t,ρ) = T (q,ρ)r(t) + S(q,ρ)H0(q)w(t) (299)

T (q,ρ) =
C(q,ρ)G0(q)

1 + C(q,p)G0(q)
(300)

S(q,ρ) =
1

1 + C(q,p)G0(q)
, (301)

onde funções de malha fechada S(q,ρ) e T (q,ρ) são conhecidas como função de sensibi-

lidade e função de sensibilidade complementar, respectivamente, e mostram o efeito do
controlador e do vetor de parâmetros ρ na saída do processo.

5.1.2 Estruturas de controladores

O método do VRFT e os métodos de controle baseado em dados em geral tem como
objetivo sintonizar um controlador com estrutura fixa, escolhida a priori pelo usuário.
Isso implica que ele possui um número predeterminado de polos e zeros. Esta estrutura é
conhecida como classe C na literatura de controle baseado em dados:

C = {C(q,ρ) : ρ ∈ Ω ⊆ Rp}, (302)

onde Ω é o conjunto admissível de parâmetros. Se Ω não é especificado em um pro-
blema, por exemplo, pode-se considerar que Ω = Rp (BAZANELLA; CAMPESTRINI;
ECKHARD, 2012).

Também, é comum considerar que o controlador é parametrizado linearmente, o que
facilita o projeto. Dessa forma, ele pode ser escrito da seguinte forma:

C(q,ρ) = ρT C̄(q), (303)

onde C̄(q) é um vetor de função de transferências com a base que forma o controlador.
Os controladores PI e PID, por exemplo, que são amplamente usados na indústria de
processos estão dentro desta categoria de controladores. O controlador PID digital, por
exemplo, pode ser escrito como:

C(q,ρ) = ρ1 + ρ2
q

q − 1
+ ρ3

q − 1

q
, (304)

e escrevendo como em (303), tem-se

C(q,ρ) = ρT C̄(q) (305)

ρ =
[
ρ1 ρ2 ρ3

]T
(306)

C̄(q) =
[
1 q

q−1
q−1
q

]T
. (307)

Escolher um controlador parametrizado linearmente pode parecer, a princípio, res-
tringir as possibilidades. Porém, segundo BAZANELLA; CAMPESTRINI; ECKHARD
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(2012), é possível aproximar qualquer função de transferência dependente de ρ por uma
estrutura como exposta em (303), não acarretando em grande perda de generalidade.

Por fim, em relação a estruturas de controladores, cabe ressaltar que, caso seja esco-
lhido um controlador parametrizado linearmente, isto implica que os polos do controla-
dor devem ser fixados, deixando somente os zeros como graus de liberdade do problema.
Usualmente, os polos do controlador são escolhidos de acordo com a referência ou com
a perturbação que se deseja seguir ou rejeitar. Por exemplo, no caso de seguir ou rejei-
tar um sinal constante, deve-se ter o termo (q − 1) (termo integral) no denominador do
controlador.

5.1.3 Controle por modelo de referência

Ainda, dentro da área de controle baseado em dados, é comum escolher um critério
de desempenho para ser otimizado. Os critérios mais objetivos são geralmente calculados
por meio da norma de um sinal do sistema de controle, como por exemplo: a norma do
sinal de erro entre a referência e a saída, a norma da própria saída, a norma do sinal de
controle, entre outros. Neste sentido, a norma mais utilizada é a norma L2, calculada para
o sinal s(t) como

||s(t)||22 =
1

N

N∑
t=1

[s(t)]2. (308)

Para o problema de seguimento de referência onde não se leva em conta o efeito de
perturbações ou ruído, que é o objetivo do método da referência virtual aqui estudado,
é possível formular um critério para medir a diferença entre o sinal de referência e a
saída. Porém, demandar que a saída do processo possua uma resposta dinâmica idêntica
à referência é um requisito muito exigente e irrealista (BAZANELLA; CAMPESTRINI;
ECKHARD, 2012). Dessa forma, com o objetivo de formular um problema mais realista
e de solução factível, este critério geralmente é relaxado utilizando uma função de trans-
ferência que traduz um comportamento dinâmico desejado em malha fechada, com um
certo tempo de acomodação e com um máximo sobressalto estipulado, por exemplo. Tal
função de transferência é conhecida como modelo de referência e simbolizada por Td(q).
Isto posto, o critério de seguimento do modelo de referência, simbolizado por Jy(ρ), é
dado por

Jy(ρ) = Ē
[
||yr(t,ρ)− yd(t)||22

]
, (309)

yd(t) = Td(q)r(t), (310)

yr(t) = T (q,ρ)r(t), (311)

sendo que, quanto menor for o valor de Jy(ρ), mais próxima a saída do sistema estará do
comportamento desejado escolhido
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Agora, como o objetivo é o seguimento do critério (309), ou seja, busca-se minimizar
a diferença entre o comportamento desejado e o comportamento alcançado com o contro-
lador C(q,ρ) projetado, os parâmetros ρ são calculados a partir do seguinte problema de
otimização:

ρ̂ = arg min
ρ

Jy(ρ). (312)

Vale ressaltar que o controlador que leva o critério (312) ao valor nulo, ou seja, faz
com que o sistema atinja exatamente o comportamento desejado e expresso em Td(q), é
conhecido como controlador ideal e é denotado por Cd(q). Este controlador pode ser
calculado usando a relação (300), com T (q,ρ) = Td(q) e isolando C(q,ρ) = Cd(q):

Cd(q) =
Td(q)

G0(q) (1− Td(q))
. (313)

Caso a função de transferência do processo seja conhecido, o que é impraticável em situ-
ações reais, o controlador ideal pode ser obtido por meio de (313) diretamente.

Também, caso a estrutura de controladores escolhida pelo usuário (classe C) seja a
mesma do controlador ideal, afirma-se que a seguinte premissa é verdadeira:

Premissa 5.1. Cd(q) ∈ C, ∃ρ0 : Cd(q) = C(q,ρ0).

Com isto, existe um vetor de parâmetros ideal, tal que o controlador ideal pode ser
escrito como Cd(q) = C(q,ρ0). Pode-se observar que esta premissa é análoga àquela
apresentada no cenário de identificação de sistemas (Premissa 2.1).

Para problemas de controle por modelo de referência bem formulados, com resposta
desejada (Td(q)) criteriosamente escolhida e com a classe de controladores abrangente o
suficiente para atingir o comportamento especificado no modelo de referência, é possível
dizer que a Premissa 5.1 geralmente é satisfeita ou é próxima de ser satisfeita. Por outro
lado, caso o modelo de referência seja muito exigente e/ou a classe de controladores muito
restrita, diz-se que o controlador está fora da classe ideal, o que pode causar soluções para
o problema muito distantes da resposta desejada expressa em Td(q).

Dentro da literatura de controle baseado em dados existem diretrizes que são basea-
das em certas observações feitas sobre o processo para a escolha adequada do modelo de
referência. Trabalhos que discutem este assunto são (GONÇALVES DA SILVA; CAM-
PESTRINI; BAZANELLA, 2014), que trata da escolha automatizada de parâmetros do
modelo de referência, como tempo de acomodação e sobrepasso, para a sintonia de con-
troladores PID em sistemas monovariáveis e (GONÇALVES DA SILVA; BAZANELLA;
CAMPESTRINI, 2019), que trata do problema para o controle de sistemas multivariáveis.

Enfim, pode-se observar que resolver o problema de otimização expresso em (309),
para encontrar o controlador que melhor se encaixe no critério de seguimento de referên-
cia não é uma tarefa simples. Primeiramente, nota-se que o problema é não convexo, ou
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seja, não há uma forma direta de obter ou identificar o vetor de parâmetros ideais. Ainda,
a função custo Jy(q) depende de T (q,ρ), que é função de G0(q), a qual é desconhecida
no problema. Assim sendo, a proposta do método da referência virtual é reformular o
problema e simplificar a etapa de identificação do controlador.

5.2 O método da referência virtual

O método da referência virtual consiste em coletar dados de entrada e saída do pro-
cesso, definidos anteriormente como ZN em (18), e supor que o sistema é colocado virtu-
almente em malha fechada com o controlador ideal Cd(q), como mostra a Figura 14, onde
as linhas contínuas representam dados reais e as linhas tracejadas representam sinais vir-
tuais. É importante dizer que a coleta de dados no método VRFT pode ser realizada tanto
em malha aberta quanto em malha fechada (CAMPI; LECCHINI; SAVARESI, 2002). No
entanto, para este trabalho, considera-se o cenário de coleta de dados em malha aberta para
simplificar as análises. Cabe ressaltar que no caso de dados obtidos em malha fechada,
as mesmas propriedades são mantidas, contudo, o cálculo das propriedades estatísticas do
método se torna mais complexo, visto que há correlação entre o sinal u(t) e w(t).

Figura 14 – Diagrama da malha virtual do VRFT.

Cd(q) G0(q)

Td(q)
−1

r̄(t)+ ē(t) u(t) y(t)

−

Fonte: do autor.

Com a medida da saída y(t) no experimento virtual é possível calcular o sinal de
referência virtual, denotado por r̄(t) que foi aplicado neste sistema para produzir y(t) a
partir de Td(q):

r̄(t) = Td(q)
−1y(t), (314)

Neste sistema virtual, é possível dizer que o sinal de erro virtual (ē(t)) é dado por

ē(t) = r̄(t)− y(t), (315)

ē(t) = (Td(q)
−1 − 1)y(t). (316)

A partir destes sinais virtuais, pode-se dizer que o usuário tem a informação de entrada
do controlador ideal, que é o sinal de erro virtual, e sua saída, que é o sinal de controle
coletado do sistema ideal. Assim, é possível formular um problema de identificação do
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controlador virtual:

ρ̂vr = arg min
ρ

Jvr(ρ) (317)

Jvr(ρ) = Ē||L(q) (u(t)− C(q,ρ)ē(t)) ||22, (318)

comL(q) sendo um filtro usado com o propósito de aproximar as funções custo do método
da referência virtual (Jvr(ρ)) com a função custo de seguimento de modelo de referência
(Jy(ρ)), explicado na sequência do texto.

Enfim, caso seja escolhido um controlador linearmente parametrizado, como expli-
cado anteriormente, a função custo (318) pode ser reescrita na seguinte forma:

Jvr(ρ) = Ē||L(q)
(
u(t)− φ(t)Tρ

)
||22, (319)

com φ(t) ∈ Rp sendo o vetor regressor, que possui os valores de ē(t) filtrados pelo vetor
C̄(q):

φ(t) = C̄(q)ē(t) (320)

φ(t) = C̄(q)
(
Td(q)

−1 − 1
)
y(t). (321)

Logo, ao observar a formulação da função custo exposta em (319), é possível perceber
que a mesma é quadrática no vetor de parâmetros ρ. Com essa proposta, fica evidente
que a grande vantagem de utilizar o método da referência virtual é calcular o vetor de
parâmetros a partir da solução de um problema de otimização mais simples se comparado
ao caso de otimização direta da função (309).

5.2.1 Projeto do filtro

Um importante aspecto em relação ao método da referência virtual diz respeito à equi-
valência entre as funções custo de seguimento do modelo de referência (309) e do método
em si (319). Sabe-se que o real objetivo do método é a minimização do critério de segui-
mento de modelo de referência (309), mas que a otimização é feita por meio de (319) para
facilitar a solução do problema. Contudo, apesar da diferença que existe entre ambos os
critérios, os autores do método demonstram em (CAMPI; LECCHINI; SAVARESI, 2002)
que, caso a Premissa 5.1 seja satisfeita, os mínimos de Jy(ρ) e Jvr(ρ) são os mesmos e
equivalem a ρ = ρ0.

Por outro lado, caso a Premissa 5.1 não seja satisfeita, o que é um cenário mais pró-
ximo da realidade em aplicações práticas, então, o grau de liberdade fornecido pelo filtro
L(q) é usado para aproximar ambos os critérios. A dedução detalhada do projeto do filtro
é feita em (CAMPI; LECCHINI; SAVARESI, 2002) para o método da referência virtual
monovariável, onde mostra-se que o filtro ótimo para aproximar ambas as funções custo
é dado por:

L(ejω) = Td(e
jω)
(
1− Td(e

jω)
) Φr(e

jω)

Φu(ejω)
, ∀ω ∈ [−π, π] , (322)
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sendo que Td(ejω) é uma função conhecida e escolhida previamente, assim como Φr(e
jω)

e Φu(e
jω) que representam, respectivamente, os espectros do sinal de referência que será

usada em malha fechada e do sinal de entrada aplicado no experimento de coleta de dados.
É comum, inclusive, que o sinal de referência aplicado seja idêntico ao sinal de entrada
usado no experimento de coleta de dados e com isso a relação Φr(e

jω)/Φu(e
jω) ≈ 1 seja

satisfeita.

5.2.2 Solução por mínimos quadrados

A partir da comparação da função custo formulada para o método VRFT, exposta
em (319), e da função custo utilizada para a identificação de modelos do tipo FIR para
sistemas com erros nas variáveis, exposta em (144), é possível concluir que ambos os
problemas são análogos e portanto, o problema de identificação do controlador pode ser
resolvido pelo método dos mínimos quadrados, com solução dada por

ρ̂vr =

[
1

N

N∑
t=1

φl(t)φl(t)
T

]−1 [
1

N

N∑
t=1

φl(t)ul(t)

]
, (323)

onde o subscrito l indica que o sinal foi filtrado por L(q):

ul(t) = L(q)u(t), (324)

φl(t) = L(q)C̄(q)
(
Td(q)

−1 − 1
)
y(t). (325)

Porém, uma característica fundamental do método VRFT que deve ser destacada é
que, quando o processo a ser controlado possui uma parcela significativa de ruído em sua
saída, ele é transferido para o sinal de erro virtual ē(t):

ēl(t) = L(q)
(
Td(q)

−1 − 1
)
G0(q)u(t) + L(q)

(
Td(q)

−1 − 1
)
H0(q)w(t), (326)

ēl(t) = ē0l(t) + ẽl(t), (327)

sendo ē0l(t) = L(q) (Td(q)
−1 − 1)G0(q)u(t) a parte que idealmente excita o controlador

a ser identificado e que aparece na síntese da malha virtual, como pode ser visto na Figura
14, e ẽl(t) = L(q) (Td(q)

−1 − 1)H0(q)w(t) sendo uma parcela que contamina o sinal
de entrada do mesmo ēl(t). Com isto, é importante descrever o vetor regressor com a
contribuição ideal com a contribuição que é contaminada pelo ruído, assim como foi feito
em (234) para o caso de sistemas com erros nas variáveis:

φl(t) = φl0(t) + φ̃l(t), (328)

onde aqui tem-se que

φl0(t) = L(q)C̄(q)(Td(q)
−1 − 1)G0(q)u(t), (329)

φ̃l(t) = L(q)C̄(q)(Td(q)
−1 − 1)H0(q)w(t). (330)
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Dessa forma, é possível fazer uma analogia do método da referência virtual com
os sistemas com erros nas variáveis, estudados no capítulo 4, que possuem sua entrada
contaminada por ruído. Neste caso, sabe-se que o método dos mínimos quadrados pos-
sui uma estimativa não consistente, o que é uma propriedade amplamente desvantajosa
(CAMPI; LECCHINI; SAVARESI, 2002; SÖDERSTRÖM, 2007; BAZANELLA; CAM-
PESTRINI; ECKHARD, 2012; SÖDERSTRÖM, 2018). Nesse caso para contornar este
problema de não consistência, os autores da metodologia propõem o uso da variável ins-
trumental (CAMPI; LECCHINI; SAVARESI, 2002).

5.2.3 Solução por variável instrumental

Para contornar o problema de não consistência da estimativa por mínimos quadra-
dos, a alternativa proposta pelos autores do método da referência virtual, é a utilização
da variável instrumental. Existem várias formas de escolher a variável instrumental, mas
neste trabalho, o foco é a variável instrumental coletada com dados de um segundo expe-
rimento sobre o processo, como indicado em (CAMPI; LECCHINI; SAVARESI, 2002).
Neste caso, aplica-se o mesmo sinal de entrada u(t) e o sinal y2(t) é coletado, formando
o vetor ZN

2 de dados:

y2(t) = G0(q)u(t) +H0(q)w2(t), (331)

ZN
2 = {u(1), y2(1), u(2), y2(2), . . . , u(N), y2(N)} . (332)

sendo que w2(t) é considerado como ruído branco de média zero, variância σ2
w, mas com

realização diferente de w(t), ou seja,

Ē [w(t+ τ)w2(t)] = 0, ∀ τ. (333)

Então, a partir deste novo experimento monta-se a seguinte variável instrumental ζl(t)
para o método da referência virtual:

ζl(t) = L(q)C̄(q)ē2(t), (334)

ζl(t) = L(q)C̄(q)(Td(q)
−1 − 1)y2(t), (335)

ζl(t) = L(q)C̄(q)(Td(q)
−1 − 1)G0(q)u(t) + L(q)C̄(q)(Td(q)

−1 − 1)H0(q)w2(t), (336)

onde também é possível decompor a mesma numa parcela ideal e outra que é proveniente
do ruído do segundo experimento:

ζl(t) = φl0(t) + φ̃l2(t), (337)

com φl0(t) calculado por (331) e φ̃l2(t) calculado de forma análoga à (332), mas com os
dados do segundo experimento:

φl0(t) = L(q)C̄(q)(Td(q)
−1 − 1)G0(q)u(t), (338)

φ̃l2(t) = L(q)C̄(q)(Td(q)
−1 − 1)H0(q)w2(t). (339)



104

Com isto, nota-se que as condições para o uso da variável instrumental, expostas na sub-
seção 2.6.3 são respeitadas, ou seja:

E
[
ζl(t)φl(t)

T
]
> 0, (340)

E [ζl(t)µl(t)] = 0, (341)

com

µl(t) = ul(t)− φl(t)
Tρ0, (342)

µl(t) = −L(q)Cd(q)(Td(q)
−1 − 1)H0(q)w(t), (343)

e assim, formula-se o estimador de variáveis instrumentais para o método da referência
virtual:

ρ̂vi =

[
1

N

N∑
t=1

ζl(t)φl(t)
T

]−1 [
1

N

N∑
t=1

ζl(t)ul(t)

]
, (344)

onde também observa-se que, caso ζl(t) = φl(t), a estimativa resultante é idêntica a de
mínimos quadrados.

Por manter as mesmas características do problema no caso de sistemas com erros nas
variáveis, é possível dizer que o estimador de variáveis instrumentais para o método da
referência virtual é consistente, ou seja, é não polarizado quando N → ∞ (CAMPI;
LECCHINI; SAVARESI, 2002):

lim
N→∞

ρ̂vi = ρ0, (345)

o que, como comentado anteriormente, é a grande vantagem desta metodologia. Por outro
lado, sabe-se que o estimador de variáveis instrumentais possui uma elevada covariância,
o que é uma propriedade desvantajosa (SÖDERSTRÖM, 2018).

5.3 Regularização ótima na estimativa de variáveis instrumentais

Para aprimorar as estimativas com variáveis instrumentais no método da referência
virtual, nos trabalhos (FORMENTIN; KARIMI, 2014; RALLO et al., 2016; BOEIRA;
ECKHARD, 2018), o uso da ferramenta de regularização é proposto. Nesses trabalhos,
os parâmetros identificados pelo controlador são calculados pela variável instrumental
regularizada, exposta anteriormente neste trabalho em (227):

ρ̂vir =

[
1

N

N∑
t=1

Pζl(t)φl(t)
T + I

]−1 [
1

N

N∑
t=1

Pζl(t)ul(t)

]
, (346)

onde P ∈ Rp é a matriz de regularização. Aqui, o vetor de variáveis instrumentais ζl(t),
o vetor regressor φl(t) e o sinal ul(t) estão relacionados com os sinais provenientes do
método da referência virtual, como apresentados acima.
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É consenso que para o estimador (346), a matriz de regularização P tem grande efeito
no resultado da estimativa. Nos trabalhos (FORMENTIN; KARIMI, 2014; RALLO et al.,
2016; BOEIRA; ECKHARD, 2018), tal matriz é estimada com base na metodologia ex-
posta em (CHEN; OHLSSON; LJUNG, 2012; PILLONETTO et al., 2014) que, na ver-
dade, foi formulada para a identificação de modelos FIR com ruído na saída. Dessa forma,
as metodologias expostas nestes artigos se tratam de uma aproximação para a solução do
problema de estimar a matriz de regularização.

Neste sentido, o objetivo deste trabalho é calcular uma matriz ótima de regularização
para o estimador (346), minimizando o critério de traço do erro médio quadrático, assim
como fora feito no capítulo 4. A partir dessa matriz, então, é possível identificar as depen-
dências da matriz ótima de regularização e sua estrutura, permitindo o desenvolvimentos
de algoritmos de estimação em trabalhos futuros.

Para tanto, o primeiro passo é a obtenção de uma expressão analítica da matriz de erro
médio quadrático para este caso, enunciada no teorema que segue.

Teorema 5.1 (Matriz de erro médio quadrático para estimativa de variável instrumental
regularizada no método da referência virtual). A matriz de erro médio quadrático para a

estimativa de variável instrumental regularizada no método da referência virtual é dada

pela seguinte expressão:

Qvir(P ) = (PR0 + I)−1 (ρ0ρT0 + PWvrP
T
) (
RT

0 P + I
)−1

, (347)

sendo que R0 =
[
φl0(t)φl0(t)

T
]

e Wvr é calculado por

Wvr = lim
N→∞

E

[
1

N

N∑
t=1

N∑
s=1

ζl(t)µl(t)µl(s)ζ1(s)
T

]
, (348)

Wvr = lim
N→∞

σ2
w

N

{
E
[
(F (q)φl0(t)) (F (q)φl0(t))

T
]
+ E

[
(F (q)φ̃l2(t)) (F (q)φ̃l2(t))

T
]}

,

(349)

com F (q) dada por

F (q) = −L(q)Cd(q)(Td(q)
−1 − 1)H0(q). (350)

Prova. Para provar o teorema basta observar que este método é análogo ao do capítulo
4, com a dedução da matriz de erro médio quadrático exposta no Teorema 4.2, e onde,
no método da referência virtual, o vetor φl0(t) é dado por (329), φ̃l2(t) é dado por (339),
ζl(t) é dado por (336) e F (q) é o pré filtro de µl(t), exposto em (343).

Enfim, a partir da matriz de erro médio quadrático exibida no Teorema 5.1 pode-se
notar a dependência da mesma na matriz de regularização, e nas quantidades particulares
do método da referência virtual como os filtros L(q), o controlador ideal Cd(q), o modelo
de referência Td(q) e as funções de transferência do processo G0(q) e do ruído H0(q).
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Além disso, como o objetivo é aprimorar a qualidade das estimativas, otimizando o
traço da matriz de erro médio quadrático, o mesmo procedimento que foi realizado na
seção 4.3 também é realizado para o método da referência virtual. Formula-se então o
problema de otimização:

P0vr = arg min
P

Jtr(P ), (351)

Jtr(P ) = tr [Qvir(P )] , (352)

sendo que Qvir(P ) é dada aqui por (347). O resultado do problema acima é demonstrado
no Teorema 5.2.

Teorema 5.2 (Matriz ótima de regularização para a variável instrumental regularizada no
método da referência virtual). A matriz ótima de regularização que minimiza a função

custo (351) é calculada por

P0vr = ρ0ρ
T
0R0W

−1
vr . (353)

Prova. Para provar o teorema basta observar que o problema descrito em (351) é análogo
ao problema exposto em (272), com a solução exposta e detalhada no Teorema 4.3.

Assim como no cenário de sistemas com erros nas variáveis, a matriz ótima de regula-
rização obtida para o método da referência virtual não é simétrica. Dessa forma, caso seja
necessário ou desejado pelo usuário, também é possível impor restrições no problema, a
fim de se obter uma matriz ótima simétrica, por exemplo:

P0vrs = arg min
P

Jtr(P ),

s.a. P = P T .
(354)

Neste caso, o resultado é expresso no Teorema 5.3.

Teorema 5.3 (Matriz ótima simétrica de regularização para a variável instrumental regu-
larizada no método da referência virtual). A matriz ótima simétrica de regularização que

minimiza o critério (354) é calculada a partir da seguinte equação de Riccati:(
ρ0ρ

T
0R0R0 −Wvr

)
P + P

(
ρ0ρ

T
0R0R0 −Wvr

)
−

P (WvrR0 +R0Wvr)P +
(
R0ρ0ρ

T
0 + ρ0ρ

T
0R0

)
= 0. (355)

Prova. Para prova este teorema, basta observar que o problema é análogo ao que foi
apresentado no Teorema 4.4, no cenário de sistemas com erros nas variáveis.

Assim como no caso das matrizes ótimas obtidas para o cenário de sistemas com
erros nas variáveis, as matrizes ótimas obtidas para o caso do método da referência virtual
também dependem de quantidades que são desconhecidas em aplicações reais, como é o
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caso do vetor de parâmetros ideais ρ0, a matriz Wvr, que por sua vez também é função de
φl0(t), da função de transferência do ruído do processo H0(q) e da variância do ruído σ2

w.

Enfim, os resultados expostos nos Teoremas 5.2 e 5.3 são importantes para demons-
trar que existe uma forma de otimizar o critério de qualidade das estimativas escolhido
para a VIR no cenário do método da referência virtual, que é o traço da matriz de erro
médio quadrático. Assim, se fosse possível utilizar tais matrizes em situações reais, elas
atingiriam o melhor resultado para o método no cenário irrestrito e no cenário com a res-
trição de simetria. Porém, como estas matrizes não podem ser utilizadas, por dependerem
de quantidades desconhecidas, as expressões que foram obtidas em (353) e (355) forne-
cem novas ideias para a parametrização e para a estimação de tais matrizes em aplicações
práticas do método.

Isto posto, pode-se citar, por exemplo, que a estrutura da matriz (353) não se encaixa
nas estruturas típicas de parametrização como aquelas abordadas no caso de identificação
de sistemas FIR com ruído na saída, como a parametrização DC, TC, ou SS. Uma para-
metrização mais adequada para a mesma, por exemplo, buscando se aproximar da matriz
ótima, teria a seguinte forma:

P (β) = β1β
T
2 , (356)

onde β1 ∈ Rp e β2 ∈ Rp, sendo o número total de hiperparâmetros igual a 2p. No entanto,
esta ideia ainda não foi explorada neste trabalho e deverá ser estudo de trabalhos futuros.

Além disso, como mencionado anteriormente, já existem alternativas para estimar a
matriz de regularização no contexto do método da referência virtual, conforme os desen-
volvimentos apresentados em (RALLO et al., 2016; BOEIRA; ECKHARD, 2018), por
exemplo, com as metodologias baseadas na interpretação bayesiana do procedimento de
identificação, que inclusive, já contam com funções específicas em softwares de estima-
ção comerciais. Contudo, cabe ressaltar que tal interpretação foi desenvolvida para o caso
onde o ruído contamina a saída do sistema, e não a entrada do controlador no procedi-
mento de identificação, como acontece no cenário aqui explorado. Com isso, é possível
dizer que tal metodologia de estimação para a matriz P pode não ser a mais adequada para
o método da referência virtual. Assim sendo, a possibilidade de explorar novas metodo-
logias de estimação está aberta para trabalhos futuros, onde os resultados aqui alcançados
são fundamentais para demonstrar quais os sinais ou funções de transferência devem ser
estimados.

Por fim, a próxima seção demonstra um exemplo numérico com a comparação entre
os resultados que podem ser atingidos ao se utilizar as matrizes ótimas de regularização
com as matrizes estimadas pela metodologia proposta em (RALLO et al., 2016; BOEIRA;
ECKHARD, 2018) para o método da referência virtual.
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5.4 Exemplo numérico

Para realizar uma comparação do uso das matrizes ótimas de regularização aqui en-
contradas com as matrizes de regularização atingidas com o método proposto em (RALLO
et al., 2016; BOEIRA; ECKHARD, 2018), esta seção mostra um exemplo numérico.
Cabe ressaltar que resultados mais eficazes para o VRFT são exibidos em (GARCIA;
BAZANELLA, 2020), onde uma grande melhoria das propriedades estatísticas do mé-
todo é demonstrada.

Neste exemplo, definiu-se que o processo a ser controlado é o seguinte:

y(t) =
0,05

q − 0,96
u(t) + w(t), (357)

onde o sinal de entrada aplicado no processo foi ruído branco de média zero e variância
σ2
u = 1,5 e o ruído do processo foi considerado ruído branco de média zero e variân-

cia σ2
w = 0,1. A função de transferência escolhida para representar o comportamento

desejado para o sistema foi:

Td(q) =
0,8

q − 0,92
, (358)

que garante seguimento de referências constantes e do tipo degrau. Neste caso, o con-
trolador ideal, calculado com o propósito de obter as matrizes ótimas teóricas e que, em
aplicações reais é desconhecido, é dado por:

Cq(q) =
1,6(q − 0,96)

q − 1
, (359)

que é um controlador do tipo PI. Neste exemplo, escolheu-se a classe de controladores
C como sendo a classe de controladores PI, e assim, satisfazendo a Premissa 5.1. Com
isto, o sistema foi simulado em 500 rodadas de Monte Carlo com N = 255 dados de
entrada e saída coletados em cada rodada. Ambos os números de rodadas de Monte Carlo
e o número de dados N utilizados foram escolhidos com base em experiências anteriores.
A identificação dos controladores foi realizada com o método dos mínimos quadrados
ordinário, com a variável instrumental básica, com a variável instrumental regularizada
usando as matrizes ótimas e usando as matrizes de regularização estimadas pelo procedi-
mento proposto em (RALLO et al., 2016; BOEIRA; ECKHARD, 2018), que usa o mesmo
algoritmo explorado na seção 2.5.6.

As métricas utilizadas para a comparação de cada método foram: as propriedades
estatísticas resultantes, os gráficos de respostas obtidas em malha fechada com cada con-
trolador identificado e a comparação dos diagramas de caixa para o valor atingido para a
função custo em cada método.

Primeiramente, apresenta-se a Tabela 8, com a comparação das normas dos vetores de
polarização o traço da matriz de covariância e o traço da matriz de erro médio quadráticos
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que foram calculados com base nos resultados obtidos das simulações de Monte Carlo. É
importante ressaltar que, neste caso, os valores espúrios foram removidos no cálculo da
covariância para uma melhor comparação. A Tabela mostra que as propriedades alcan-

Tabela 8 – Norma do vetor de polarização, traço da matriz de covariância e traço da matriz
de erro médio quadrático obtidos a partir das amostras de Monte Carlo na identificação
de controladores pelo método da referência virtual.

||B||2 tr(V) tr(Q)

MQ 4,0177 0,027 16,412

VI 0,6568 1,2877 1,719

VIR+P0vr 0,0678 0,3349 0,3394

VIR+P0vrs 0,0708 0,3383 0,3433

VIR+DC 0,7205 0,3574 0,8765

VIR+TC 1,2280 0,2335 1,7415

VIR+SS 0,8369 0,3578 1,0582
Fonte: do autor.

çadas tanto para a polarização obtida, quanto pra o traço das matrizes de covariância e
erro médio quadrático são melhores para o cenário em que foram utilizadas as matrizes
de regularização ótimas (irrestrita e simétrica), o que é natural. Ainda, vale ressaltar que
os resultados baseados nas matrizes ótimas demonstram um limite inferior que se pode
atingir, por exemplo, ao se usar a regularização no método da variável instrumental para
o VRFT. Assim, neste exemplo, nota-se que os resultados atingidos pela metodologia de
estimação proposta em (RALLO et al., 2016; BOEIRA; ECKHARD, 2018) não foram
tão distantes do que é possível alcançar usando os resultados ótimos.

Também, foram comparadas as respostas obtidas em malha fechada por cada contro-
lador identificado para cada método, com a resposta desejada yd(t) = Td(q)r(t). Neste
sentido, as respostas em malha fechada atingidas com os métodos elementares de míni-
mos quadrados no VRFT são exibidos na Figura 15. As respostas obtidas com o uso da
variável instrumental regularizada com as matrizes ótimas irrestrita e simétrica são exibi-
das na Figura 16. Já as respostas obtidas com o uso da variável instrumental regularizada
com as matrizes de regularização estimadas pelo método proposto em (RALLO et al.,
2016; BOEIRA; ECKHARD, 2018) são exibidas na Figura 17.

Analisando as figuras 15a e 15b, é possível notar o efeito da polarização elevada ao
se usar o método dos mínimos quadrados e o efeito da alta covariância ao se utilizar o
método da variável instrumental nas respostas em malha fechada que foram obtidas.

Ademais, as figuras 16a, 16a, 17a e 17b mostram que há uma grande melhoria em se
utilizar as variáveis instrumentais regularizadas. Primeiramente, nota-se que as matrizes
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Figura 15 – Resposta desejada e respostas obtidas em malha fechada para os controlado-
res estimados com o método dos mínimos quadrados (a) e com o método das variáveis
instrumentais (b) para o VRFT.
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Fonte: do autor.

ótimas de regularização produziram melhores resultados, o que é esperado visto que elas
minimizam o critério de traço da matriz de erro quadrático e são calculadas com base em
quantidades desconhecidas, como ρ0, Wvr, φl0(t), sem a necessidade de realizar nenhuma
estimação. Além disso, nota-se que o resultado obtido com a estimação das matrizes de
regularização foi melhor do que utilizar os tradicionais métodos elementares: mínimos
quadrados e variável instrumental.

Por fim, mostra-se o diagrama de caixa com as distribuições obtidas para a função
Ĵy(ρ), calculada para medir a diferença entre os resultados atingidos em malha fechada
com a saída desejada:

Ĵy(ρ̂) =
1

N

N∑
t=1

(yd(t)− y(t,ρ̂))2 , (360)

sendo ρ̂ o vetor de parâmetros estimados em cada rodada de Monte Carlo. Neste sentido
a Figura 18 demonstra os resultados atingidos, onde nota-se que os melhores resultados
também foram atingidos pelo uso da regularização ótima no método das variáveis ins-
trumentais, seguidos pelo uso da estimação da matriz P com a parametrização do tipo
DC, SS e TC. Também, pode-se ver a desvantagem de se utilizar os métodos elementa-
res nesse cenário, onde ambos apresentaram distribuições com maior mediana e variância
neste exemplo.

Para concluir, o exemplo demonstrou a eficiência do uso das matrizes ótima irrestrita
e simétrica na identificação de controladores pelo método do VRFT com variáveis instru-
mentais regularizadas. No entanto, como sabe-se, não é possível utilizar tais matrizes em
aplicações reais. Neste caso, é possível utilizar o procedimento apresentado em (RALLO
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Figura 16 – Resposta desejada e respostas obtidas em malha fechada para os controladores
estimados com o método da variável instrumental regularizada no contexto do VRFT. Uso
da matriz ótima irrestrita de regularização exposto em (a) e uso da matriz ótima simétrica
de regularização exposto em (b).
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Fonte: do autor.

et al., 2016; BOEIRA; ECKHARD, 2018) para estimar a matriz de regularização e, neste
caso, mostra-se que os resultados atingidos possuem melhores propriedades estatísticas.
Também, neste exemplo pode-se verificar a distância entre os resultados obtidos com as
matrizes de regularização estimadas e as matrizes de regularização ótimas e que a para-
metrização do tipo DC se saiu melhor para este caso.

5.5 Considerações finais

Esse capítulo mostrou a extensão dos resultados atingidos no capítulo 4 para o método
de controle baseado em dados conhecido como método da referência virtual, ou VRFT.
Primeiramente, na seção 5.1 foi feita uma discussão para contextualizar a área de controle
baseado em dados e o método da referência virtual dentro da literatura de sistemas de
controle. Também, são apresentados alguns conceitos importantes como a estrutura de
controladores e os critérios utilizados no projeto para seguimento de modelo de referência.

Em seguida, a seção 5.2 apresentou o método da referência virtual para o projeto de
controladores monovariáveis. Foi apresentada a função custo que é minimizada neste
caso, o projeto de um filtro que visa aproximar esta função custo da função custo de
seguimento de modelo de referência, assim como as estimativas de mínimos quadrados
ordinário e de variáveis instrumentais para este método. Também, os sinais e as funções
de transferência presentes no método foram organizados e fatorados de forma similar ao
apresentado para sistemas com erros nas variáveis, onde concluiu-se que, caso o processo
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Figura 17 – Resposta desejada e respostas obtidas em malha fechada para os controladores
estimados com o método da variável instrumental regularizada no contexto do VRFT.
Uso da matriz estimada com a parametrização DC (a) e uso da matriz estimada com a
parametrização do tipo SS (b).
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Fonte: do autor.

a ser controlado tenha ruído significativo em sua saída, o mesmo é transferido para a
entrada (erro virtual) no problema de identificação do controlador.

A secção 5.3 demonstrou as propriedades estatísticas do método do VRFT e como
obter matrizes ótimas de regularização irrestrita e com a restrição de simetria, fazendo
uma analogia com os resultados expostos nas subseções 4.3.1 e 4.3.2. Com isso, é possí-
vel prover novas ideias de parametrização e de estimação para a matriz de regularização
neste cenário. Por fim, a seção 5.4 demonstrou um exemplo comparando a utilização
das matrizes ótimas de regularização com a utilização de matrizes estimadas pelo método
proposto em (RALLO et al., 2016; BOEIRA; ECKHARD, 2018).
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Figura 18 – Diagrama de caixas das funções custo obtidas para cada método empregado
na identificação dos controladores no VRFT nas rodadas de Monte Carlo.

Fonte: do autor.
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6 CONCLUSÃO

Este trabalho apresentou contribuições para a identificação de sistemas com o uso da
ferramenta de regularização. Inicialmente, foram descritos os principais aspectos que in-
fluenciam o resultados dos procedimentos de identificação: o processo real considerado,
a condição experimental, a estrutura do modelo e o principal aspecto estudado neste tra-
balho, a técnica utilizada. Em seguida, o estado da arte clássico das metodologias de
identificação foi demonstrado, com o método de minimização de erro de predição. Fo-
ram discutidas as propriedades deste método, assim como suas principais desvantagens,
que basicamente estão relacionadas com a escolha da ordem do modelo a ser utilizado no
procedimento.

Também no capítulo inicial, mostrou-se a alternativa que vem despertando amplo in-
teresse da comunidade, que é a identificação de respostas ao impulso pelo método dos
mínimos quadrados regularizados. Foi descrito que, nesta nova metodologia, a escolha da
ordem de modelo se dá conjuntamente com a estimativa dos hiperparâmetros da matriz
de regularização no problema e que este fato tem levado a melhores resultados para esta
nova metodologia, se comparada à tradicional. Além disso, foi demonstrada a equivalên-
cia entre a estimativa de mínimos quadrados regularizados e a interpretação bayesiana do
procedimento de identificação no caso em que o ruído que contamina a saída do sistema
é ruído branco. Este aspecto é fundamental no contexto do trabalho e foi expandido para
o caso de ruído colorido.

Ainda, dentro da revisão bibliográfica do trabalho, foram discutidos os sistemas com
erros nas variáveis, categoria de sistema que é distinta daquela que é tradicionalmente
estudada nos problemas de identificação e que possui como principal característica a pre-
sença de ruído na entrada do objeto que se deseja identificar. Também, foram apresenta-
das as metodologias elementares de identificação para este tipo de problema: os mínimos
quadrados ordinários e a variável instrumental básica, assim como algumas de suas pro-
priedades.

Em seguida, após contextualizar o trabalho na revisão bibliográfica, foi apresentada a
primeira contribuição do trabalho: o desenvolvimento da metodologia denominada como
mínimos quadrados ponderados regularizado, com o propósito de aprimorar a identifi-
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cação quando o ruído de saída que contamina o sistema é ruído colorido, ou seja, que
é autocorrelacionado. Para este caso, foi demonstrada que existe uma matriz ótima de
regularização, que minimiza o traço da matriz de erro médio quadrático das estimati-
vas e que, além disso, esta nova metodologia é equivalente à interpretação bayesiana do
procedimento de identificação do sistema. Com isto, é possível concluir que esta nova
abordagem, aqui apresentada, é um caso generalizado da metodologia de regularização
tradicional da literatura.

Também, dentro desta contribuição, foi desenvolvido um algoritmo e uma estrutura de
parametrização para a estimação das matrizes de ponderação e regularização. O algoritmo
fez o uso de relações de matriz inversa e de uma fatoração de Cholesky para aprimorar
o custo computacional da estimação, assim como sua precisão, evitando a inversão e o
cálculo do determinante de uma matriz de dimensões muito elevadas. Dois exemplos
numéricos foram apresentados, comparando a nova metodologia com a tradicional, onde
é possível concluir que o MQPR é mais adequado e produz melhores resultados.

Além disso, no capítulo 4 do trabalho, outra contribuição foi apresentada. Nesta con-
tribuição, a regularização foi adicionada para melhorar as propriedades estatísticas do
método das variáveis instrumentais, principalmente no que diz respeito a sua covariância.
Dentro deste tema, foi calculada a matriz de erro médio quadrático da estimativa para
o caso assintótico e foi deduzida uma matriz ótima teórica de regularização irrestrita e
uma matriz ótima com uma restrição de simetria, a qual é obtida por meio da solução
de uma equação de Riccati. A partir dessas deduções é possível observar as quantida-
des que compõem as matrizes ótimas e, com isso, é possível fornecer novas ideias de
como estimá-las em situações reais. Também, foi apresentado um exemplo numérico,
demonstrando a efetividade de se usar as matrizes ótimas, principalmente com o objetivo
de mostrar os limites do que pode ser alcançado em termos de melhorias de propriedades
com o estimador ótimo.

Por fim, a última contribuição consistiu estender o trabalho desenvolvido para os sis-
temas com erros nas variáveis para o método de controle baseado em dados conhecido
como método da referência virtual. Neste caso, o tema de controle baseado em dados
foi apresentado, assim como algumas das principais definições e considerações que são
feitas na literatura para este tipo de problema. Ademais, o método do VRFT em si foi
contextualizado, a partir da apresentação de várias contribuições recentes e relevantes so-
bre o método que surgiram na literatura nos últimos anos, reforçando a importância desta
metodologia nesta área de conhecimento. Após esta contextualização, a formulação do
mesmo foi demonstrada, assim como seus estimadores de mínimos quadrados ordinário
e de variável instrumental básica. Ainda, para melhorar as estimativas de variáveis ins-
trumentais, foi adicionada a regularização e as matrizes ótimas de regularização foram
deduzidas, a partir dos resultados anteriores. Com isto, é possível observar as quantida-
des que compõem as matrizes ótimas e suas estruturas, servindo como um primeiro passo
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para o desenvolvimento de novas ferramentas para sua parametrização e estimação em
casos práticos.

Neste sentido, destaca-se a possibilidade de alguns trabalhos futuros. Primeiramente,
em relação à metodologia dos mínimos quadrados ponderados regularizados, usados para
identificar a resposta ao impulso de sistemas com ruído colorido na saída, é possível
aprimorar o algoritmo de estimação das matrizes de ponderação e regularização com o
uso de uma outra fatoração no problema para a matriz de regularização, conhecida como
fatoração QR, como apresentado em (CHEN; LJUNG, 2013). Também, destaca-se que
podem ser utilizados outros tipos de estimadores para os hiperparâmetros, como aqueles
apresentados em (MU; CHEN; LJUNG, 2018; ANDERSSON; WAHLSTRÖM; SCHÖN,
2018).

Ainda, futuras contribuições em relação ao uso de regularização no método das variá-
veis instrumentais e no VRFT, podem ser pesquisadas no sentido de estimar a matriz de
regularização com base nas estruturas e quantidades que foram calculadas para as matri-
zes ótimas nesse caso. Um ponto de partida para tanto pode ser o trabalho (RISULEO;
BOTTEGAL; HJALMARSSON, 2019) que trabalha com a modelagem de sistemas com
ruídos ou incertezas na entrada no contexto de identificação com modelos de regressão
gaussianos, usando informações a piori do sistema conjuntamente no procedimento de
identificação, assim como fora feito inicialmente em (PILLONETTO; DE NICOLAO,
2010) para sistemas com ruído na saída e que levou aos trabalhos (CHEN; OHLSSON;
LJUNG, 2012; PILLONETTO et al., 2014) que fizeram a relação dos MQR com a inter-
pretação bayesiana do procedimento de identificação.
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APÊNDICE A RESULTADOS DE CÁLCULO MATRICIAL

Neste apêndice são demonstradas algumas deduções importantes para o desenvolvi-
mento desta pesquisa com relação a resultados de cálculo matricial. Um aspecto fun-
damental neste contexto diz respeito a notação utilizada para as derivadas em relação a
escalares: se ela produz um vetor linha ou vetor coluna. Neste sentido, existem algumas
notações conhecidas na literatura, como a notação (ou laoyut) de numerador, denomina-
dor ou mista. Muitas vezes, estas notações variam de acordo com a área do conhecimento
(econometria, estimação, machine learning, etc) ou mesmo, de autor para autor. Porém,
misturar diferentes notações pode causar erros nos desenvolvimentos e nas análise e, por-
tanto, usar notações compatíveis é essencial. Por isto, este apêndice mostra de forma
detalhada como foram obtidas algumas relações de derivadas matriciais que são utiliza-
das de forma recorrente no trabalho.

Cabe destacar que, neste trabalho, optou-se pela notação mista, que é a mesma uti-
lizada em (PETERSEN; PEDERSEN, 2012). Neste cenário, as diferentes derivadas são
definidas com as seguintes formas e dimensões. Para o caso de derivada de escalar com
relação a escalar, têm-se que
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onde x ∈ R, y ∈ R. Já para a derivada de escalar com relação a um vetor, nota-se que

∂
(
escalar

)
∂
(
vetor

) ∈ Rn×1 =

[
∂y

∂x

]
i1

=
∂y

∂xi
=

[
∂y

∂x1

∂y

∂x2
. . .

∂y

∂xn

]T
, (362)

onde y ∈ R,x ∈ Rn×1. A derivada de um escalar, com relação a uma matriz é dada por

∂
(
escalar

)
∂
(
matriz

) ∈ Rp×q =

[
∂y

∂X

]
ij

=
∂y

∂xij
=



∂y

∂x11

∂y

∂x12
. . .

∂y

∂x1q

∂y

∂x21

∂y

∂x22
. . .

∂y

∂x2q

...
... . . . ...

∂y

∂xp1

∂y

∂xp2
. . .

∂y

∂xpq


, (363)
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com y ∈ R e X ∈ Rp×q. Para derivadas de vetores com relação a escalares, a notação
mista tem a forma:

∂
(
vetor

)
∂
(
escalar

) ∈ Rn×1 =

[
∂y

∂x

]
i1

=
∂yi
∂x

=

[
∂y1
∂x

∂y2
∂x

. . .
∂yn
∂x

]T
, (364)

onde y ∈ Rn×1 e x ∈ R. Já a derivada de um vetor com relação a outro vetor é dada por

∂
(
vetor

)
∂
(
vetor

) ∈ Rm×n =

[
∂y

∂x

]
ij

=
∂yi
∂xj

=



∂y1
∂x1

∂y1
∂x2

. . .
∂y1
∂xn

∂y2
∂x1

∂y2
∂x2

. . .
∂y2
∂xn

...
... . . . ...

∂ym
∂x1

∂ym
∂x2

. . .
∂ym
∂xn


, (365)

sendo que y ∈ Rm×1 e x ∈ Rn×1. Por fim, a derivada de uma matriz com relação a um
escalar é calculada por

∂
(
matriz

)
∂
(
escalar

) ∈ Rp×q =

[
∂Y

∂x

]
ij

=
∂yij
∂x

=



∂y11
∂x

∂y12
∂x

. . .
∂y1q
∂x

∂y21
∂x

∂y22
∂x

. . .
∂y2q
∂x

...
... . . . ...

∂yp1
∂x

∂yp2
∂x

. . .
∂ypq
∂x


, (366)

com Y ∈ Rp×q e x ∈ R e sendo que
[
X
]
ij
= xij denota o elemento da i−ésima linha e

j−ésima coluna da respectiva matriz/ou vetor nos resultados expostos acima.
Ainda dentro do contexto de cálculo matricial, algumas outras relações também são

muito importantes neste trabalho e nas deduções apresentadas neste apêndice. Primeira-
mente, é importante notar que o elemento [·]kℓ de uma derivada de matriz com relação a
um dado escalar ij, respeita a seguinte expressão:[

∂X

∂xij

]
kℓ

=
∂xkℓ
∂dxij

= δ(k − i)δ(ℓ− j), (367)

com δ(·) sendo o delta de Kronecker. Também, uma atenção importante deve ser dada ao
elemento ij de um produto matricial (MAGNUS; NEUDECKER, 2007):

[
AB
]
ij
=

m∑
k=1

[
A
]
ik

[
B
]
kj
, (368)

sendo que A ∈ Rn×m, B ∈ Rm×p.
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Agora, uma derivada que também aparece de forma recorrente nas otimizações do
traço das matrizes de erro médio quadrático é a derivada de uma matriz inversa. Para
obter o elemento kℓ da derivada da matriz inversa de X ∈ Rn×n em relação ao elemento
xij , escreve-se: [

∂ [X−1]kℓ
∂xij

]
=

[
∂X−1

∂xij

]
kℓ

, (369)

dada as relações apresentadas anteriormente dentro da notação mista das derivadas matri-
ciais. Agora, pode-se usar uma relação trivial: XX−1 = I e a regra do produto (MAG-
NUS; NEUDECKER, 2007) para concluir que:

∂X

∂xij
X−1 +X

∂X−1

∂xij
= 0, (370)

e assim, isolando
∂X−1

∂xij
, chega-se em (MAGNUS; NEUDECKER, 2007):

∂X−1

∂xij
= −X−1 ∂X

∂xij
X−1. (371)

Para obter o termo kℓ desta derivada matricial, usa-se a notação mista para verificar que:[
∂X−1

∂xij

]
kℓ

=

[
−X−1 ∂X

∂xij
X−1

]
kℓ

, (372)

onde é possível usar a relação do produto matricial (368) e escrever:[
∂X−1

∂xij

]
kℓ

= −
n∑

p=1

n∑
q=1

[
X−1

]
kp

[
∂X

∂xij

]
pq

[
X−1

]
qℓ
. (373)

Com isto e com (367) conclui-se, então, que:[
∂X−1

∂xij

]
kℓ

= −
n∑

p=1

n∑
q=1

[
X−1

]
kp
[δ(p− i)δ(q − j)]

[
X−1

]
qℓ
, (374)[

∂X−1

∂xij

]
kℓ

= −
[
X−1

]
ki

[
X−1

]
jℓ
. (375)

O que significa que a derivada do elemento
[
X−1

]
kℓ

com relação a
[
X
]
ij
= xij é dada

pelo produto entre os elementos − [X−1]ki e [X−1]jℓ da matriz inversa.
Com as relações mostradas acima é possível anunciar três resultados, nos teoremas

A.1, A.2 e A.3, em relação à derivada do traço de algumas matrizes com estrutura mais
específica e que são usadas para encontrar as derivadas do traço dos erros médios quadrá-
ticos estudados.

Teorema A.1. Sejam as matrizes A ∈ Rn×N , X ∈ RN×N , B ∈ RN×n, C ∈ Rn×n e

I ∈ Rn×n a matriz identidade, então a seguinte relação de derivadas matriciais é válida:

tr

[
∂
(
AXB + I

)−1
C

∂xij

]
= −

[
AT
(
BTXTAT + I

)−1
CT
(
BTXTAT + I

)−1
BT
]
ij
.

(376)



127

Prova. Segue a prova do teorema:

tr

[
∂
(
AXB + I

)−1
C

∂xij

]
=

n∑
a=1

[
∂
(
AXB + I

)−1

∂xij
C

]
aa

(377)

=
n∑

a=1

n∑
b=1

[
∂
(
AXB + I

)−1

∂xij

]
ab

[
C
]
ba
, (378)

onde é necessário obter o elemento

[
∂
(
AXB + I

)−1

∂xij

]
ab

. Também, usando as relações

de derivada da matriz inversa, chega-se em:[
∂
(
AXB + I

)−1

∂xij

]
ab

= −

[(
AXB + I

)−1∂
(
AXB + I

)
∂xij

(
AXB + I

)−1

]
ab

(379)

= −
n∑

c=1

n∑
d=1

[(
AXB + I

)−1
]
ac

[
∂
(
AXB + I

)
∂xij

]
cd

[(
AXB + I

)−1
]
db
. (380)

A derivada

[
∂
(
AXB + I

)
∂xij

]
cd

, por sua vez, é calculada por:

[
∂
(
AXB + I

)
∂xij

]
cd

=

[
∂
(
AXB

)
∂xij

]
cd

=
∂
∑N

e=1

∑N
f=1

[
A
]
ce

[
X
]
ef

[
B
]
fd

∂xij
(381)

=
N∑
e=1

N∑
f=1

[
A
]
ce
δ(e− i)δ(f − j)

[
B
]
fd

=
[
A
]
ci

[
B
]
jd
. (382)

Com isto, substituindo (382) em (380), pode-se afirmar que:[
∂
(
AXB + I

)−1

∂xij

]
ab

= −
n∑

c=1

n∑
d=1

[(
AXB + I

)−1
]
ac

[
A
]
ci

[
B
]
jd

[(
AXB + I

)−1
]
db

(383)

= −
[(
AXB + I

)−1
A
]
ai

[
B
(
AXB + I

)−1
]
jb
. (384)

Por fim, substituindo (384) em (378) tem-se que:

tr

[
∂
(
AXB + I

)−1
C

∂xij

]
= −

n∑
a=1

n∑
b=1

[(
AXB + I

)−1
A
]
ai

[
B
(
AXB + I

)−1
]
jb

[
C
]
ba

(385)

= −
n∑

a=1

[
B
(
AXB + I

)−1
C
]
ja

[(
AXB + I

)−1
A
]
ai

(386)

= −
[
B
(
AXB + I

)−1
C
(
AXB + I

)−1
A
]
ji

(387)

= −
[
AT
(
BTXTAT + I

)−1
CT
(
BTXTAT + I

)−1
BT
]
ij
,

(388)

o que conclui a prova.
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Teorema A.2. Este é semelhante ao teorema anterior. Considere, então, as matrizes

A ∈ Rn×n, B ∈ Rn×N , X ∈ RN×N , C ∈ RN×n e I ∈ Rn×n. Neste caso, a derivada

matricial que segue é verdadeira:

tr

[
A
∂
(
BXTC + I

)−1

∂xij

]
= −

[
C
(
BXTC + I

)−1
A
(
BXTC + I

)−1
B
]
ij
. (389)

Prova. Primeiramente, usa-se a relação de traço da matriz e de multiplicação matricial
para observar a seguinte expressão:

tr

[
A
∂
(
BXTC + I

)−1

∂xij

]
=

n∑
a=1

n∑
b=1

[
A
]
ab

[
∂
(
BXTC + I

)−1

∂xij

]
ba

. (390)

Onde agora, usa-se a propriedade da derivada da matriz inversa para se concluir:[
∂
(
BXTC + I

)−1

∂xij

]
ba

=

[
−
(
BXTC + I

)−1∂
(
BXTC + I

)
∂xij

(
BXTC + I

)−1

]
ba

(391)

=
n∑

c=1

n∑
d=1

−
[(
BXTC + I

)−1
]
bc

[
∂
(
BXTC + I

)
∂xij

]
cd

[(
BXTC + I

)−1
]
da
.

(392)

Para prosseguir com a prova do teorema, observa-se que:[
∂
(
BXTC + I

)
∂xij

]
cd

=

[
∂
(
BXTC

)
∂xij

]
cd

=
N∑
e=1

N∑
f=1

[
B
]
ce

∂
[
XT
]
ef

∂xij

[
C
]
fd

(393)

=
N∑
e=1

N∑
f=1

[
B
]
ce
δ(f − i)δ(e− j)

[
C
]
fd

=
[
B
]
cj

[
C
]
id
. (394)

Substituindo (394) em (392) verifica-se a relação:[
∂
(
BXTC + I

)−1

∂xij

]
ba

= −
n∑

c=1

n∑
d=1

[(
BXTC + I

)−1
]
bc

[
B
]
cj

[
C
]
id

[(
BXTC + I

)−1
]
da

(395)

= −
[(
BXTC + I

)−1
B
]
bj

[
C
(
BXTC + I

)−1
]
ia
. (396)

Com isto, pode-se usar esta relação em (390) para observar que:

tr

[
A
∂
(
BXTC + I

)−1

∂xij

]
= −

n∑
a=1

n∑
b=1

[
A
]
ab

[(
BXTC + I

)−1
B
]
bj

[
C
(
BXTC + I

)−1
]
ia

(397)

= −
n∑

a=1

[
A
(
BXTC + I

)−1
B
]
aj

[
C
(
BXTC + I

)−1
]
ia

(398)

= −
[
C
(
BXTC + I

)−1
A
(
BXTC + I

)−1
B
]
ij
, (399)
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o que finaliza a prova do teorema.

Teorema A.3. Sejam agora as matrizes A ∈ Rn×N , X ∈ RN×N , B ∈ RN×n, C ∈ Rn×n

e I ∈ Rn×n. Neste contexto, a seguinte relação é verdadeira:

tr

[
A
∂
(
XBXT

)
∂xij

C

]
=
[
CAXB

]
ij
+
[
BXTCA

]
ji
. (400)

Prova. Considere o traço da matriz:

tr

[
A
∂
(
XBXT

)
∂xji

C

]
=

n∑
a=1

n∑
b=1

n∑
c=1

[
A
]
ab

[
∂
(
XBXT

)
∂xij

]
bc

[
C
]
ca
, (401)

sendo que é necessário encontrar o termo intermediário. Para tanto, analisa-se:[
∂
(
XBXT

)
∂xij

]
bc

=
n∑

d=1

n∑
e=1

∂
([
X
]
bd

[
B
]
de

[
XT
]
ec

)
∂xij

(402)

=
n∑

d=1

n∑
e=1

∂
[
X
]
bd

∂xij

[
B
]
de

[
XT
]
ec
+
[
X
]
bd

[
B
]
de

∂
[
XT
]
ec

∂xij

 (403)

=
n∑

d=1

n∑
e=1

(
δ(b− i)δ(d− j)

[
B
]
de

[
XT
]
ec
+
[
X
]
bd

[
B
]
de
δ(e− j)δ(c− i)

)
(404)

= δ(b− i)
[
BXT

]
jc
+
[
XB

]
bj
δ(c− i). (405)

Agora, substituindo (405) em (401) tem-se que:[
A
∂
(
XBXT

)
∂xij

C

]
aa

=
n∑

b=1

n∑
c=1

([
A
]
ab

[
BXT

]
jc

[
C
]
ca
δ(b− i)+

[
A
]
ab

[
XB

]
bj

[
C
]
ca
δ(c− i)

)
(406)

=
[
A
]
ai

[
BXTC

]
ja
+
[
AXB

]
aj

[
C
]
ia
. (407)

Dessa forma, finalmente é possível obter:

tr

[
A
∂
(
XBXT

)
∂xij

C

]
=

n∑
a=1

([
A
]
ai

[
BXTC

]
ja
+
[
AXB

]
aj

[
C
]
ia

)
(408)

=
[
BXTCA

]
ji
+
[
CAXB

]
ij
, (409)

concluindo a prova do teorema.

Teorema A.4. Este teorema é utilizado na dedução da matriz ótima de regularização com

a restrição de simetria no caso das variáveis instrumentais regularizadas. Considere,
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então, as matrizes A ∈ Rn×n, B ∈ Rn×N , X ∈ RN×N , C ∈ RN×n e I ∈ Rn×n. Neste

caso, a derivada matricial que segue é verdadeira:

tr

[
A
∂
(
BXC + I

)−1

∂xij

]
= −

[
BT
(
CTXTBT + I

)−1
AT
(
CTXTBT + I

)−1
CT
]
ij
.

(410)

Prova. Primeiramente, usa-se a relação de traço da matriz e de multiplicação matricial
para observar a seguinte expressão:

tr

[
A
∂
(
BXC + I

)−1

∂xij

]
=

n∑
a=1

n∑
b=1

[
A
]
ab

[
∂
(
BXC + I

)−1

∂xij

]
ba

. (411)

Onde agora, usa-se a propriedade da derivada da matriz inversa para se concluir:[
∂
(
BXC + I

)−1

∂xij

]
ba

=

[
−
(
BXC + I

)−1∂
(
BXC + I

)
∂xij

(
BXC + I

)−1

]
ba

(412)

=
n∑

c=1

n∑
d=1

−
[(
BXC + I

)−1
]
bc

[
∂
(
BXC + I

)
∂xij

]
cd

[(
BXC + I

)−1
]
da
. (413)

Para prosseguir com a prova do teorema, observa-se que:[
∂
(
BXC + I

)
∂xij

]
cd

=

[
∂
(
BXC

)
∂xij

]
cd

=
N∑
e=1

N∑
f=1

[
B
]
ce

∂
[
X
]
ef

∂xij

[
C
]
fd

(414)

=
N∑
e=1

N∑
f=1

[
B
]
ce
δ(e− i)δ(f − j)

[
C
]
fd

=
[
B
]
ci

[
C
]
jd
. (415)

Substituindo (415) em (413) verifica-se a relação:[
∂
(
BXC + I

)−1

∂xij

]
ba

= −
n∑

c=1

n∑
d=1

[(
BXC + I

)−1
]
bc

[
B
]
ci

[
C
]
jd

[(
BXC + I

)−1
]
da

(416)

= −
[(
BXC + I

)−1
B
]
bi

[
C
(
BXC + I

)−1
]
ja
. (417)

Com isto, pode-se usar esta relação em (411) para observar que:

tr

[
A
∂
(
BXC + I

)−1

∂xij

]
= −

n∑
a=1

n∑
b=1

[
A
]
ab

[(
BXC + I

)−1
B
]
bi

[
C
(
BXC + I

)−1
]
ja
,

(418)

= −
n∑

a=1

[
A
(
BXC + I

)−1
B
]
ai

[
C
(
BXC + I

)−1
]
ja
, (419)

= −
[
C
(
BXC + I

)−1
A
(
BXC + I

)−1
B
]
ji
, (420)

= −
[
BT
(
CTXTBT + I

)−1
AT
(
CTXTBT + I

)−1
CT
]
ij
.

(421)

o que finaliza a prova do teorema.
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Teorema A.5. Sejam agora as matrizes A ∈ Rn×N , X ∈ RN×N , B ∈ RN×n, C ∈ Rn×n

e I ∈ Rn×n. Neste contexto, a seguinte relação é verdadeira:

tr

[
A
∂
(
XBX

)
∂xij

C

]
=
[
ATCTXTBT

]
ij
+
[
BTXTATCT

]
ij
. (422)

Prova. Considere o traço da matriz:

tr

[
A
∂
(
XBX

)
∂xji

C

]
=

n∑
a=1

n∑
b=1

n∑
c=1

[
A
]
ab

[
∂
(
XBX

)
∂xij

]
bc

[
C
]
ca
, (423)

sendo que é necessário encontrar o termo intermediário. Para tanto, analisa-se:[
∂
(
XBX

)
∂xij

]
bc

=
n∑

d=1

n∑
e=1

∂
([
X
]
bd

[
B
]
de

[
X
]
ec

)
∂xij

(424)

=
n∑

d=1

n∑
e=1

∂
[
X
]
bd

∂xij

[
B
]
de

[
X
]
ec
+
[
X
]
bd

[
B
]
de

∂
[
X
]
ec

∂xij

 (425)

=
n∑

d=1

n∑
e=1

(
δ(b− i)δ(d− j)

[
B
]
de

[
XT
]
ec
+
[
X
]
bd

[
B
]
de
δ(e− i)δ(c− j)

)
(426)

= δ(b− i)
[
BX

]
jc
+
[
XB

]
bi
δ(c− j). (427)

Agora, substituindo (427) em (423) tem-se que:[
A
∂
(
XBX

)
∂xij

C

]
aa

=
n∑

b=1

n∑
c=1

([
A
]
ab

[
BX

]
jc

[
C
]
ca
δ(b− i)+

[
A
]
ab

[
XB

]
bi

[
C
]
ca
δ(c− j)

)
(428)

=
[
A
]
ai

[
BXC

]
ja
+
[
AXB

]
ai

[
C
]
ja
. (429)

Dessa forma, finalmente é possível obter:

tr

[
A
∂
(
XBX

)
∂xij

C

]
=

n∑
a=1

([
A
]
ai

[
BXC

]
ja
+
[
AXB

]
ai

[
C
]
ja

)
(430)

=
[
BXCA

]
ji
+
[
CAXB

]
ji
, (431)

=
[
ATCTXTBT

]
ij
+
[
BTXTATCT

]
ij
. (432)

concluindo a prova do teorema.
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