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PREÁMBULO 

 

La presente tesis doctoral aborda, desde lo fundamental, el estudio y aplicabilidad del 

análisis estadístico de datos textuales (AEDT) a partir de la minería de datos de texto (MDT); 

atendiendo a las técnicas de investigación más activas a nivel mundial, así como a nuevas 

perspectivas en el área adelantadas en el Departamento de Estadística de la Universidad de 

Salamanca.  

 

Cada vez es más frecuente un notable aumento en publicaciones, a nivel mundial, que dan 

cabida al tratamiento de datos textuales en diferentes disciplinas. Al respecto, diversos 

estudios presentan a consideración de la comunidad científica, la aplicación de distintos 

enfoques metodológicos para la adquisición, estructuración y análisis de conocimiento a 

partir de información obtenida desde repositorios digitales en la web. 

 

Efectivamente, múltiples metodologías se han desarrollado entorno al AEDT. Se remontan 

desde las generadas por la escuela francesa, donde se postuló el análisis factorial de 

correspondencia (AFC) para estudiar las tesis de Chomsky sobre la lengua (Benzécri, 1964). 

Continuando con técnicas como las desarrolladas por la escuela anglosajona, como el 

análisis semántico latente (LSA) (Deerwester et al., 1990), el cual incorpora la semántica 

latente de los textos analizados. 

 

 En la actualidad, con el incremento de aportes en relación con las técnicas en el campo del 

aprendizaje automático, la escuela americana ha desarrollado la técnica conocida como 

Asignación Latente de Dirichlet (LDA) (D. M. Blei et al., 2003). Se trata de un método de 

aprendizaje no supervisado utilizado para descubrir tópicos ocultos en grandes conjuntos de 

datos, usándose en el campo de la minería de datos textuales, análisis de sentimientos y 

recuperación de información. 

 

En correspondencia, la presente investigación asume como propósito fundamental el 

desarrollo de una estrategia metodológica basado en los métodos Biplot para dar un impulso 

analítico al modelo de Asignación Latente de Dirichlet, integrando la adquisición de 

información a partir del entorno digital Web, con aplicación al análisis organizacional 

PESTEL. 
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De esta manera, nuestra investigación pretende contribuir con el desarrollo de una aplicación 

escrita en lenguaje R (Posit, 2023; R Development Core Team, 2000), denominada 

LDABiplots (Pilacuan-Bonete, Galindo-Villardón, Delgado-Álvarez, et al., 2022). 

Destacamos especialmente la utilización del HJ-BIPLOT, que permite generar 

representaciones Biplot de las matrices de probabilidad transformadas mediante el cálculo 

de una medida de centralidad del modelado de tópicos LDA, a partir del procesamiento de 

los datos no estructurados y extraídos desde la web de noticias de Google e integrando el 

análisis del entorno organizacional PESTEL al HJ-Biplot. Esto representa una ventaja 

significativa, porque se constituye en una representación conjunta de filas o sujetos objeto 

de estudio y columnas o variables de estudio. Por ende, proporciona una representación 

visual intuitiva de la estructura del modelo, permitiendo identificar patrones y tendencias 

ocultas y ayudando en la selección de términos o palabras, así como de documentos 

relevantes. 

 

En correspondencia a estas premisas, se ha configurado la estructura de esta tesis de la 

manera siguiente: 

 

Capítulo I. Minería de Datos Textuales; se describen los principales procesos de la minería 

de datos textuales. A su vez, se desarrollan conceptos y técnicas para la extracción, 

procesamiento y transformación de los datos textuales importantes para el presente estudio. 

 

Capítulo II. Técnicas Probabilísticas de la Minería de Texto; el mismo, está orientado a 

describir las principales técnicas probabilísticas para el análisis de datos textuales aplicando 

el aprendizaje automático. De la misma manera, se describe el proceso para la generación 

de tópicos, operaciones algebraicas, propiedades de las matrices y modelo generativo de la 

asignación LDA. 

 

Capítulo III. Métodos Biplot; presenta los Biplot clásicos propuesto en 1971 por Gabriel, 

y el propuesto por Galindo en 1986; usados en el presente estudio para el análisis de datos 

textuales. 

 

Capítulo IV. PESTEL; se describen los conceptos de la metodología PESTEL usada para 

la evaluación de los factores externos que afectan a la organización, y como se aplicara en 

esta tesis. 
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Capítulo V. HJ-Biplot como herramienta para dar un Impulso analítico adicional al 

modelo de Asignación Latente De Dirichlet; desarrolla la descripción del proceso 

metodológico que integra la extracción de datos textuales desde la web, procesamiento del 

texto y modelado de tópicos; con la finalidad de generar representaciones Biplot de las 

matrices transformadas del modelo LDA. A ello, se suma la inferencia sobre cómo generar 

agrupaciones integrando listado de palabras a las representaciones Biplot. 

 

Capítulo VI. LDABiplots; se describe el paquete desarrollado en lenguaje R, su 

funcionamiento y explicación de la metodología integrada en el software. De la misma 

manera, se explica la integración del listado PESTEL, para la agrupación de las palabras en 

la representación HJ-Biplot, así como las funciones integradas en el paquete para el 

tratamiento de los datos textuales. 

 

Capítulo VII. Aplicación Práctica LDABiplots, presenta la aplicación práctica de la 

metodología propuesta, con base a las técnicas analizadas. Estas, han sido codificadas en el 

paquete LDABiplots. 
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1.1. INTRODUCCIÓN 

 

En la actualidad existen múltiples plataformas tecnológicas que permiten el acceso a datos, 

en particular, a datos textuales. En este orden, con la masificación de redes sociales, prensa 

digital, digitalización de documentos y avances en las comunicaciones, se vuelve 

imprescindible el empleo de herramientas tecnológicas y técnicas estadísticas que aporten 

ventajas significativas en la interpretación y análisis de grandes cantidades de datos 

textuales, así como en la extracción de conocimiento a partir de información relevante. 

 

Desde esta circunstancia, existe la necesidad de contar con información relevante por parte 

de investigadores y organizaciones, por lo cual, es importante procesar estas masas de datos 

textuales mediante una gestión tecnológica que permita el procesamiento masivo de texto. 

Esto se lleva a cabo por medio de técnicas de procesamiento de lenguaje natural (PLN), que 

forman parte del aprendizaje automático conocido en inglés como machine learning, de una 

manera ágil y rápida, para convertirlos en conocimiento, con tiempos de análisis reducidos, 

que faciliten la rápida toma de decisiones. 

 

Este apartado, reviste especial relevancia, al desvelar aspectos significativos de la minería 

de datos textuales. Dados estos escenarios, Berry y Kogan destacan un abanico de 

herramientas para la minería de datos textuales que buscan extraer conocimiento a partir del 

texto incorporado en diferentes plataformas físicas y digitales (Berry & Kogan, 2010). Entre 

ellas, destacan: a) PLN, que es considerada una técnica semiestructurada de la inteligencia 

artificial que se enfoca en la comprensión y generación del lenguaje humano; b) Modelado 

de tópicos o temas, que extrae los temas principales en los conjuntos de texto y; c) Análisis 

de redes semánticas, que implica el análisis semántico de las palabras. 

 

Siendo uno de los métodos no supervisados más relevantes, el modelado de tópicos no 

necesita información previa, como etiquetas para generar una comprensión más profunda de 

los textos analizados. Sin embargo, el procesamiento de los datos textuales es similar a otras 

técnicas, antes de la generación del modelo a partir de estos datos. 

 

Partiendo de estas premisas, se aborda el proceso de datos textuales, en un recorrido que 

incluye la disertación de sus distintas fases: extracción, tratamiento, transformación y 

representación de estos; considerando tiempos y recursos computacionales necesarios, ya 
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que el análisis de grandes conjuntos de datos puede demandar una infraestructura de 

procesamiento más complejo, como la computación de alto rendimiento o el uso de bases de 

datos almacenadas en la nube, así como una gran cantidad de recursos invertidos.  

 

De esta manera, se abordarán los postulados teóricos que fundamentan a la minería de datos 

textuales y su línea de tiempo. Así mismo, se acometerá un análisis sobre el proceso que 

incluye la recuperación de la información, datos textuales y los aspectos que involucran su 

preprocesamiento. A ello, se suma el estudio de la estructura del texto y sus aspectos 

vinculantes, así como las temáticas relacionadas a la representación matricial del corpus.  

 

1.2. MINERÍA DE DATOS TEXTUALES 

 

1.2.1. DEFINICIÓN 

 

En sus inicios, la minería de datos textuales (MDT) nace como un proceso de clasificación 

y agrupamiento de textos para el reconocimiento de patrones, mediante la investigación en 

el texto contenido en libros (Luhn, 1958). Su evolución hasta la actualidad es asumida como 

una técnica metodológica que permite la extracción automática de nuevo conocimiento, 

basado en una gran cantidad de datos textuales a partir de un conjunto de información textual 

no procesada como texto de libros, correos electrónicos, redes sociales, cartas, entre otros 

posibles documentos (Hearst, 1999). 

 

Esta concepción, según Hearst, involucra las siguientes etapas. 

 

- Recuperación de la Información, la cual tiene como objeto identificar documentos de 

interés dentro de un grupo de documentos textuales (Luhn, 1958), a partir de una 

representación formal y con la ayuda de métodos computarizados (Choueka, 1980). 

Involucra la extracción de contenido textual desde varios medios físicos digitalizados o 

desde formatos no estructurados web, con asistencia computacional (Gayo-Avello et al., 

2004). 

 

- Tratamiento Estadístico de la información textual recuperada, que utiliza técnicas 

estadísticas para el tratamiento de los corpus de texto, generando conocimiento estructurado 

o no estructurado (Lebart & Salem, 1988). En este sentido, cuando se tienen grandes 
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cantidades de datos textuales, los sistemas computacionales permiten la generación de 

resultados con mayor rapidez y fiabilidad, conforme avanzan los años (Kostoff et al., 2001). 

 

- Análisis del texto, donde se evalúa el rendimiento de la información, para valorar si los 

resultados son proporcionados de forma coherente y relevante (Hearst, 1999).  

 

La definición de la MDT ha variado a través del tiempo, con la incorporación de nuevas 

tecnologías y los avances computacionales de la inteligencia artificial (Chellappandi & 

Vijayakumar, 2018; Viera & Viera, 2017) y se ha definido como aquella técnica que busca 

encontrar patrones en el texto, por medio del uso de algoritmos de identificación y extracción 

de patrones de datos no estructurados desde medios físicos y digitales. También se puede 

definir la MDT como una técnica de agrupamiento de un gran número de documentos, para 

el análisis de similitud y coherencia entre palabras, creando categorías no definidas, 

permitiendo organizar grupos definidos para los documentos y generando información nueva 

a partir de la analizada. 

 

1.2.2. LÍNEA DE TIEMPO DE LA MINERÍA DE TEXTO. 

 

La minería de texto puede concebirse como una combinación de elementos computacionales 

y humanísticos que permiten la conversión de textos en datos cuantitativos y analizarlos por 

medio de la tecnología.  

 

Este proceso tiene sus inicios entre 1940 y 1960, donde se desarrollaron aspectos muy 

significativos, como la descripción del lenguaje natural asistido por computadoras (Luhn, 

1958),  así como el análisis de varios tipos de contenido de libros, discursos, entre otros 

(Doyle, 1961). 

 

Posteriormente, para la década de los 80, se incorporó la semántica latente, la cual supone 

que ciertas palabras aparentemente independientes estén relacionadas por temas subyacentes 

no observados. Es introducido como un método de reducción de dimensiones e identificación 

de los factores latentes aplicado a datos textuales (Dumais et al., 1988). Al respecto y con la 

incorporación del conocimiento en bases de datos, se configuraron condiciones para ordenar 

y dar sentido a los mismos (Feldman & Dagan, 1995). 
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A ello se suman los avances en la década de los 90 que produjeron la creación de 

conocimiento en un marco de texto estructurado. Surge así la minería de texto con base en 

el conocimiento de bases de datos textuales (Fayyad et al., 1996), a las cuales se sumó la 

aplicación de métodos de aprendizaje automático (Dong & Agogino, 1997; Hearst, 1999), 

ganando protagonismo y aplicabilidad en diferentes ciencias, y generando otros avances a 

partir del 2000, como el modelamiento de tópicos (D. M. Blei et al., 2001; Steyvers & 

Griffiths, 2007) y el análisis de sentimiento (Pang et al., 2002). 

 

Desde este contexto, es a partir del año 2010 cuando se han podido aplicar estos métodos en 

grandes bases de datos, gracias al avance computacional (Shayaa et al., 2018). Estos avances 

fueron combinados con técnicas de Inteligencia Artificial, como el aprendizaje profundo o 

Deep Learning, permitiendo el desarrollo de aplicaciones tales como redes neuronales 

recurrentes aplicadas a texto (J. Zhang & Zong, 2015), que brindan la opción de guardar 

memoria y procesar secuencias de palabras para la generación de texto o traducción de 

palabras, así como el uso de redes neuronales convolucionales (Severyn & Moschitti, 2015), 

las cuales, en sus principios, estaban concebidas para el tratamiento de imágenes, lo que 

generó la complementariedad texto-imágenes. 

 

Por otro lado, con el avance de investigaciones en la inteligencia artificial, se han podido 

generar modelos de lenguaje pre-entrenados, permitiendo la extracción, procesamiento y 

entrenamiento de grandes cantidades de datos textuales con el fin de ajustar el texto a tareas 

específicas, como chatbots, traducción, generación de texto automático (Topal et al., 2021). 

Al respecto, se destacan dos aportes muy significativos.   

 

Desde esta perspectiva, entre los modelos usados con mayor frecuencia en la actualidad, 

tenemos el de Transformadores Bidireccionales Profundos para la comprensión del 

Lenguaje, conocido en inglés como Bidirectional Encoder Representations from 

Transformers (BERT). Este desarrollo, creado por Google, permite entrenar previamente 

texto sin etiquetas usando técnicas del PLN para crear modelos de generación de texto, 

utilizando información del contexto y de la relación de palabras (Devlin et al., 2018). Permite 

la generación de representaciones contextuales de palabras, abordando la polisemia del 

lenguaje; así también permite clasificación de texto, con el fin de ser usado para resumen de 

texto, respuestas de preguntas, entre otras funciones.  
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Así mismo, se cuenta con los aportes ofrecidos por el modelo ChatGPT, desarrollado por 

OpenIA, que funciona utilizando una red neuronal profunda basada en la arquitectura GPT 

3-5. ChatGPT tiene la característica de actualizarse y mejorarse continuamente de manera 

automática a medida que el usuario utiliza el modelo (OpenAI, 2023). Con funcionalidades 

similares al BERT, este modelo se caracteriza por la generación de texto autónomo y 

coherente, conectando preguntas o textos anteriormente usados por el usuario para dar 

respuestas más coherentes al contexto. En la figura 1.1, se puede apreciar esta evolución de 

la minería de texto con sus avances. 

 

Figura 1.1. Evolución de la Minería de Datos Textuales. 

  

1.3. PROCESO DE LA MINERÍA DE DATOS TEXTUALES 

 

Partiendo de los avances y evolución de la MDT en todo este tiempo, se han realizado aportes 

en el desarrollo de los procesos vinculados a la extracción, procesamiento y análisis de texto 

(Billheimer et al., 2003; Weiss et al., 2005). En este sentido, cabe destacar que la estructura 

de un proceso para la minería de texto no se ha podido estandarizar, como consecuencia de 

la amplitud del rango de aplicación y su disparidad, por lo cual, varios autores han generado 

procesos a partir de la coherencia y sentido práctico. 

 

En este orden de ideas, Hearst (Hearst, 1999), fundamentó un proceso donde establece 

diferencias entre: a) la recuperación de la información, cuyo objeto es ayudar al usuario a la 

búsqueda de la información previamente conocida incluida en los documentos y, b) La 

lingüística computacional, la cual se enfoca en el estudio de los resultados estadísticos 

obtenidos para el descubrimiento de patrones. En la figura 1.2 se observa un ejemplo 
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planteado por Hearst de como a partir de la ayuda computacional se puede extraer palabras 

de múltiples documentos. 

 

 

 

 

 

 

 

 

 

 

Figura 1.2. Secuencia Hipotética de exploración de colección de textos 

 

Miner, por su parte, propuso un enfoque en el que se consideran siete posibles áreas prácticas 

de aplicación de la MDT, como la extracción de conceptos, minería web, recuperación de la 

información, agrupamiento y clasificación de documentos, extracción de Información y el 

procesamiento del lenguaje natural (Miner et al., 2012) 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 1.3. Aplicación de la MDT, según Miner (2012) 
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En la figura 1.4 se esquematiza un proceso de MDT, obtenido a partir de las investigaciones 

de Kodratoff y Tan (Kodratoff, 1999; Tan, 1999) 

  

 

 

 

 

 

 

Figura 1.4. Esquema de MDT, según Kodratoff (1999). 

 

Basándonos en lo descrito, el presente estudio esquematiza el proceso de la MDT, 

basándonos en la propuesta de Kodratoff (1999), enfatizando que los textos pueden ser 

recuperados de medios digitales o desde la Web. En este capítulo se analiza el procesamiento 

del texto para poder ser transformado en datos estructurados previo al descubrimiento del 

conocimiento. 

 

1.3.1. RECUPERACIÓN DE LA INFORMACIÓN 

 

Como primer paso en la MDT, tenemos la recuperación o extracción de la información (IR 

Information Recovery), que es parte del proceso de descubrimiento del conocimiento (KD 

Knowledge Discovery). Al respecto, la IR es usada en la MDT para descubrir conocimiento 

de base de datos textuales (KDT Knowledge Discovery Textual) a partir de una gran cantidad 

y variedad de información. (Liddy, 1998). 

 

En este sentido, tiene el propósito de extraer de diferentes fuentes de datos los documentos 

que satisfacen la necesidad de información de la investigación. Ello involucra la capacidad 

de los sistemas para representar correctamente el contenido de los documentos, esquemas de 

ponderación apropiados e incluir las consultas apropiadas de los usuarios, considerando las 

consultas complejas de estos (Liddy, 1998). 

 

Así, la IR se aplica desde varias bases o fuentes de datos que contienen texto natural no 

estructurado de manera libre, como enciclopedias, libros de texto, periódicos, entre otros; 
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por lo que, procesos de recuperación, integran algoritmos que permiten convertir estos datos 

obtenidos de las fuentes en estructurados. Al respecto, en el capítulo 6 se precisa con más 

detalle algunos de estos algoritmos de extracción.  

 

En este contexto, la mayor información textual se concentra en bases multimedia o portales 

digitales, como la World Wide Web (WWW). Así, para la recuperación de la información 

de estas fuentes se requiere de diferentes algoritmos que permitan poder estructurar de 

acuerdo con el conocimiento requerido en la investigación (Baeza-Yates & Ribeiro-Neto, 

1999).  

 

En la actualidad, los algoritmos más comunes tienen aplicaciones estadísticas, dado que en 

los enfoques actuales de IR se pueden deducir como estadísticos, ya que permiten estructurar 

los datos de manera vectorial, probabilística, inferencial, con una combinación de lingüística 

computacional (Liddy, 1998).  

 

En la figura 1.5 se observan las diferentes bases de donde puede ser extraída la información; 

la misma que se puede obtener de repositorios digitales ordenados, así como de páginas web 

por medio de métodos denominados web scraping, donde esta información extraída se 

encuentra no estructurada, y que luego se convertirá en un corpus estructurado el cual se 

puede preprocesar para poder proceder con los análisis requeridos. 

 

La extracción web y de medios digitalizados son los procesos que nos van a permitir 

desarrollar los diferentes métodos objeto de estudios de este trabajo. El proceso 

metodológico de la extracción de texto desde la web y de medios digitales será revisado con 

un ejemplo de aplicación en el capítulo 7. 
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Figura 1.5. Representación de la extracción de Información Textual 

 

1.3.2. DATOS TEXTUALES. 

 

Luego de la obtención de la información que se va a analizar, mediante las operaciones del 

IR, el siguiente proceso consiste en la construcción de un corpus compuesto de datos 

textuales. En este punto cabe destacar que, en el campo de la lingüística, se denomina corpus 

al conjunto de documentos escritos (J. M. Sinclair, 1966). Así, el objetivo de la MDT, 

subyace en la conversión de un corpus en unidades léxicas tratables de documentos por 

palabra para procesar mediante técnicas estadísticas (Dumais et al., 1988).  

 

En la identificación de estas unidades se requiere seguir un proceso, en el cual se identifiquen 

elementos básicos del corpus que permitan realizar el tratamiento estadístico e informático. 

Estos elementos básicos los podemos observar en la figura 1.6, precisando los siguientes: 

 

− Contexto, formado por el corpus y los textos o documentos derivados del contexto de 

análisis (J. M. Sinclair, 1966, 1991). Partiendo de ello, se tiene: a) Corpus, el cual, proviene 

del latín, que significa cuerpo. Se define como un conjunto de textos o documentos que ha 

sido creado para ser sometido a un análisis lingüístico, por lo cual está estructurado y 

planificado con la idea de obtener conocimiento a partir del análisis; no hay un tamaño 
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óptimo del texto, el mismo viene derivado de la representatividad exigida y, b) Documentos, 

formado por un conjunto de párrafos que buscan expresar una o varias ideas, y forma parte 

del corpus. 

 

− Contenido Semántico, formado por la agrupación de palabras en frases y párrafos. 

Permiten entender una idea dentro de un contexto de estudio, facilitando interpretar los 

enunciados de acuerdo con las contribuciones de las unidades lingüísticas (Dumais, 1992; 

Dumais et al., 1988; Leonetti & Escandell, 2004). Con base a esto, se tiene: a) Párrafo, 

conjunto de frases que terminan en un punto final, buscan expresar una o varias ideas al 

agrupar diferentes frases coherentes entre sí y b) Frases, es una secuencia de palabras, con 

un nexo semántico en un determinado texto. 

 

− Contenido morfológico, este se refiere a los aspectos gramaticales y estructurales de las 

palabras en un texto. Es parte de la lingüística y pieza fundamental de la lingüística 

computacional en la MDT (Doyle, 1961; Luhn, 1958). Está formada por: a) Palabras, 

considerada la unidad textual primaria; permite añadir información morfológica y riqueza 

léxica al documento, se mantiene una dependencia al contexto de la idea principal y b) 

Caracteres, son unidades elementales, las cuales pueden ser numéricas, textuales o de 

símbolos que forman parte de cualquier documento; se consideran los pilares para la 

formación de las palabras. 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 1.6. Contenido del Corpus textuales. 
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1.3.3. PREPROCESAMIENTO DE DATOS TEXTUALES 

 

Una vez obtenidos datos estructurados de la IR y, habiendo identificado los componentes 

léxicos del corpus, estos deben ser sometidos a un procesamiento, con el fin de depurar la 

información hasta convertir los datos en una estructura denominada tabla léxica, que es la 

base del análisis textual desarrollado más adelante. Entre los tratamientos a considerar se 

tienen: 

 

1.3.3.1. TRANSFORMACIÓN DE TEXTO. 

 

En este punto, los corpus de textos son sometidos a una transformación donde se puede 

convertir mayúsculas, signos de puntuación, números, caracteres especiales; todo ello con la 

finalidad de permitir un correcto análisis de las formas lingüísticas y evitar que los 

algoritmos de procesamiento analicen incorrectamente la información (Weiss et al., 2005). 

 

Ejemplo: Se desea reemplazar un carácter especial como @, en un espacio en 

blanco. 

 

Este proceso de transformación es esencial para el presente proyecto, ya que nos va a permitir 

la reducción de dimensionalidad de los corpus, eliminando palabras vacías o sin contenido 

importante, así como la extracción de características relevantes de los textos, mediante 

procesos de tokenización y normalización. 

 

1.3.3.2. TOKENIZACIÓN. 

 

Luego de llevar los corpus a unidades léxicas tratables similares en forma, estos corpus 

deben de ser tokenizados, lo cual es asumido como un proceso de segmentación de un texto 

en unidades léxicas conocidas como “token”; es decir, dividir un texto legible por humanos, 

en un componente legible por una máquina. Esta separación va a depender del idioma en el 

que se encuentra el texto ya que, en ciertos idiomas, como el chino escrito, no hay marcas 

de separación entre palabras en una frase o texto; al contrario del español o el inglés, donde 

el espacio es el separador natural entre palabras (Gil Pascual, 2021).  
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Por Ejemplo:  una frase podría ser “Buenas Noches España”; que estaría compuesto 

por los Tokens “Buenas”, “Noches”, “España”. 

 

Existen múltiples formas de tokenizar, esto va a depender del tipo de estudio e investigación 

a realizar, ya que se puede realizar por espacios, o por símbolos, o se puede generar no solo 

por palabras, sino también por caracteres (Liu & Curran, 2006). 

 

1.3.3.3. ELIMINAR PALABRAS VACÍAS. 

 

Este proceso conocido en inglés como Stop Word, se refiere a eliminar aquellas unidades 

léxicas conocidas como auxiliares tales como las preposiciones, conjunciones, palabras 

modales y otras, que presenten una alta frecuencia en el corpus, pero que no aportan 

información relevante al análisis o estudio que los investigadores realizan. 

 

Este tipo de palabras se conoce como vacías, por su nula o baja contribución al objeto de 

estudio. Además, suelen ocupar una gran cantidad de espacio de almacenamiento, por lo que 

es importante para la MDT su eliminación, con objeto de optimizar la eficiencia operativa 

del análisis. Para este proceso es necesario contar con un listado de palabras vacías, que se 

van a eliminar. Con el auge de los paquetes y algoritmos de análisis textual, se han creado 

diferentes listados de palabras vacías ya validados en diferentes idiomas (Raulji et al., 2016). 

 

1.3.3.4. NORMALIZACIÓN DE LAS PALABRAS. 

 

El siguiente proceso, denominado normalización de las palabras, consiste en fusionar las 

diferentes formas léxicas de una palabra en una forma única, que permita mejorar la 

eficiencia del procesamiento de texto. Así se minimiza significativamente el problema de la 

escasez de unidades léxicas frecuentes, causada por la representación de características del 

léxico en ciertas palabras de los textos las cuales, durante el procesamiento, pueden ser 

eliminadas al ser consideradas menos importantes por su limitada frecuencia (Salton & 

Buckley, 1988) 

 

En este sentido, los sistemas computacionales aportan agilidad y rapidez en los procesos de 

normalización ya que, para estos, al igual que en la eliminación de palabras, se requiere de 
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un diccionario que contenga todas las posibles formas de normalizarlas en el idioma 

requerido. Este es el caso, por ejemplo, del diccionario freeling de la Universidad Politécnica 

de Cataluña (Hurtado et al., 2015), donde constan diferentes analizadores lingüísticos, con 

el fin de optimizar el proceso del análisis léxico y morfológico de las palabras. 

 

El proceso de normalización comprende dos conceptos muy importantes como son la 

lematización y el Stemming: 

 

a. Lematización. 

 

Consiste en la restauración de las palabras arbitrariamente deformadas en sus formas 

originales. Tiene por objeto el de reducir el número de palabras índice que semánticamente 

sean parecidas (Zellig S, 1952). Este proceso lo hace buscando variaciones morfológicas de 

las palabras, extrayendo la raíz de los morfemas de estas y haciendo un análisis 

morfosintáctico de la misma (Zellig S, 1991). Es decir, se asigna en forma de una etiqueta, 

un LEMA (forma de citación de una palabra) a una palabra, tal y como se encuentra en un 

discurso textual (Martí & Llisterri, 2002).  

 

Así, en cualquier idioma, el proceso de lematizar consiste en transformar: 

 

- Los adjetivos al masculino singular 

- Las formas verbales al infinitivo 

- Los sustantivos al singular 

 

Por tanto, cuando se lematiza un texto, se reemplaza cada palabra del texto por su lema; es 

decir, un texto lematizado, contendrá todas las formas verbales representadas por su 

infinitivo, todas las formas sustantivas representadas por su singular y los adjetivos en su 

forma masculino singular. Como se observa en la figura 1.7, las diferentes palabras que 

forman una conjugación de un verbo son sustituidas por su infinitivo. Para este proceso estas 

conjugaciones con sus verbos se encuentran en múltiples diccionarios, que con la ayuda de 

los sistemas computacionales permiten realizar este proceso de manera más eficiente 

(Hechavarría Díaz & Pérez Suaréz, 2006).  

  



   

34 
 

 

 

 

 

 

 

 

 

 

Figura 1.7. Ejemplo contenido diccionario para Lematización 

 

Realizar este proceso de manera manual sería significativamente ineficiente, por lo cual, los 

diccionarios léxicos incorporados en los diferentes paquetes de múltiples softwares 

computacionales permiten su realización de forma más eficiente. Al respecto, en la figura 

1.8 se observa una parte del listado en inglés generado por Mechura (Mechura, 2016) que 

forma parte del paquete “lexicón” escrito en lenguaje de programación R (Rinker, 2019). 

 

 

 

 

 

 

 

 

 

 

Figura 1.8. Sección del Diccionario para Lematización de Mechura (2016) 

 

b. Stemming. 

 

El stemming es el proceso de eliminar el afijo flexivo y derivativo para la obtención de la 

palabra raíz léxica o morfema conocida como stem, las cuales, no son necesariamente 

capaces de expresar una semántica completa (Bauer, 1983). Esto se hace con el objeto de 

analizar variaciones de una palabra como una sola.  
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Por ejemplo: Asumimos que se tiene un conjunto de palabras como: (moderniza, 

moderna, moderno, modernos, modernización). El proceso de stemming permite obtener 

el stem (modern, modern, modern, modern, modern) del conjunto dado de palabras.  

 

En la actualidad, existen varios algoritmos que realizan esta operación en los diferentes 

programas de análisis de texto. En el caso de librería SnowballC de R, el cual presenta el 

algoritmo wordstem (Bouchet-Valat, 2020), que funciona con 7 conceptos básicos:  

 

- Un identificador de regla, donde se pone cada lema y su stem 

- El sufijo para identificar en el proceso de stemming, los paquetes y software usan 

mayoritariamente la técnica del algoritmo de Porter para la identificación del sufijo, con el 

fin de que la morfología de las palabras no penalice la frecuencia de estas (Porter, 1980). 

- El texto por el cual debe ser reemplazado al encontrar el sufijo 

- El tamaño del sufijo adecuado 

- El tamaño del texto de reemplazo 

- El tamaño mínimo que debe tener la raíz resultante luego de aplicar cada concepto, con 

el fin de no procesar palabras con pocos caracteres. 

- Una función que verifica si se debe aplicar la regla una vez identificado el sufijo. 

 

Durante el proceso de Stemming, los algoritmos generalmente presentan dos errores (Gil 

Pascual, 2021), precisados de la siguiente manera:  

 

- Overtemming, o sobreescritura. Es un error en el que dos palabras flexionadas se derivan 

de la misma raíz, pero que no debió haber sucedido; es considerado un falso positivo. 

- Undertemming, o subestimación. En este error las palabras flexionadas separadas deben 

derivarse a la misma raíz, pero esto no sucede; es considerado un falso negativo. 

 

De esta manera, los algoritmos actuales buscan minimizar la probabilidad de incurrir en estos 

errores, aunque resulta complicado reducir las dos condiciones a la vez durante los análisis. 

En la figura 1.9 se observa como un documento inicialmente compuesto por varias palabras, 

queda como resultante, luego de aplicar el stemming y la lematización  
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Figura 1.9. Palabras originales de un documento después de Stemming y Lematización 

 

1.4. ESTRUCTURA DEL TEXTO 

 

Para el análisis de los corpus de texto es importante considerar la estructura de las unidades 

léxicas, con objeto de poder realizar un análisis adecuado y efectivo. A continuación, se 

presentan aspectos a considerar en la MDT, dentro de la estructura léxica de los textos. Los 

mismos que aportan en la estructura de los textos a ser analizados bajo la propuesta del 

presente proyecto. 

 

1.4.1. N-GRAMAS 

 

Los n-gramas son secuencias de elementos tal cual aparecen en los documentos. Los n-

gramas tradicionales son una subcadena de caracteres, etiquetas o cualquier otra medida que 

se encuentra una tras otra en los textos (Adamson & Boreham, 1974; Robertson & Willett, 

1998). Estos representan información sintagmática y se utilizan ampliamente en procesos de 

lingüística computacional. Donde n, en el término n-grama, corresponde al número de 

elementos que se toman en una secuencia (Sidorov, 2019). 

 

Por ejemplo, en la frase “La estadística es una materia vinculada a todas las ciencias”, se 

pueden formar Unigramas donde n =1, como: “La”, “estadística”, “es”, “una”, “materia”, 

o bigramas con un n = 2 como: “La_estadística”, “estadística_es”, “una_materia”, 

“materia_vinculada”; o trigramas para un n =3, como: “la_estadística_es”, 

“estadística_es_una”. 
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Así, la construcción de los n-gramas se basa en asignar una probabilidad a una secuencia de 

palabras en un contexto determinado. Sea Pr (𝑆𝐾) la probabilidad condicional de ocurrencia 

de una secuencia de K palabras (𝑤1, 𝑤2, … , 𝑤𝑘). 

 

Para el cálculo de la probabilidad de Pr (𝑆𝐾) se puede usar aproximación de la probabilidad 

condicional Pr (𝑤𝑖/ℎ𝑖). En este sentido, cuando hablamos de Unigramas, donde n = 1, se 

está hablando de palabras. Para la mayoría de las aplicaciones de minería de texto se 

consideran n = 2 o n = 3. Por tanto, tomando como base el modelo de Jelinek (Jelinek, 1976), 

la aproximación de la Pr (𝑆𝐾) seria:  

 

𝑃𝑟(𝑤𝑖/ℎ𝑖) = 𝑃𝑟(𝑊𝑖/𝑊1, … , 𝑊𝑖−1)  ≈  𝑃𝑟(𝑊𝑖/𝑊𝑖−𝑛+1, … , 𝑊𝑖−1)            (1)      

 

Para n = 2, donde se denomina bigramas (2-gramas), tendríamos la ecuación: 

 

𝑃𝑟(𝑤𝑖/ℎ𝑖) = 𝑃𝑟(𝑊𝑖/𝑊1, … , 𝑊𝑖−1)  ≈  𝑃𝑟(𝑊𝑖/𝑊𝑖−1)                       (2)      

 

Donde, 𝑃𝑟(𝑊𝑖/𝑊1, … , 𝑊𝑖−1), es la probabilidad de que la palabra 𝑊𝑖 aparezca después de 

las 𝑖 − 1 palabras 𝑊1, 𝑊2, … , 𝑊𝑖−1 . Y la secuencia de las palabras transmitidas previamente 

ℎ𝑖 = 𝑊1, 𝑊2, … , 𝑊𝑖−1 es llamado el histórico de la palabra. 

 

Se puede inferir que, en la construcción de los n-gramas se considera el orden en que 

aparecen los términos o palabras en el texto. Ello no toma en cuenta la información 

sintáctica, por lo que, múltiples estudios han generado otros modelos de n-gramas, como el 

sn-gramas (n-gramas sintáctico), donde el número de palabras que se toman del texto se basa 

en relaciones sintácticas de estas y en donde cada palabra tomada está ligada a sus palabras 

vecinas reales, permitiendo así, considerar el significado sintáctico de la palabra  (Sidorov 

et al., 2014). 

 

Por ejemplo, en las frases de un documento “comer con cuchara plástica” y “comer con 

cuchara metálica” para obtener los bigramas con un n = 2, tenemos para un bigrama 

tradicional “comer_con”, para un bigrama sintáctico tenemos “comer_con”, 

“con_cuchara”. 
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En contra de lo mostrado en el ejemplo anterior, para construir los n-gramas o sn-gramas es 

recomendable no considerar las palabras auxiliares (stop word). 

 

1.4.2. CONCEPTO  

 

El término “concepto” denomina a las unidades más básicas de toda forma de conocimiento 

humano, representando la expresión de un pensamiento mediante una palabra (Putman, 

1975). Es asumido como una idea abstracta o captación de la realidad, resultado de la 

interacción o experiencias con el entorno que se expresa finalmente con una única palabra o 

“unidad de conocimiento” (Díez & Moulines, 1997; Putman, 1975).  

 

Por ejemplo, el concepto del término “Variable”, viene definido por la Real Academia 

Española, como: “magnitud que puede tener un valor cualquiera de los comprendidos en 

un conjunto” 

 

En la MDT los conceptos se deben considerar de acuerdo con el idioma en el que se generan 

los análisis. Generalmente estos son avalados por la comunidad científica, reales academias 

de las lenguas e institutos lingüísticos. En la MDT son importantes, ya que nos permiten 

establecer o distinguir la polisemia y la semántica entre palabras a partir de los conceptos. 

 

1.4.3. TESAURO 

 

Un Tesauro es una lista de términos o palabras empleada para representar diferentes 

conceptos (Joyce & Needham, 1958). Se define como un vocabulario controlado y 

estructurado formalmente e integrado por términos que guardan relación semántica y 

genérica entre sí, como sinónimos. (Cavieres Abarca et al., 2010; Rada & Bicknell, 1989). 

 

Así, para la construcción de Tesauros, será necesario conocer aspectos básicos que orienten 

y ayuden a su creación, como los siguientes: 

 

- Una lista de términos preferentes, ordenados en forma alfabética, temática. equivalente y 

jerárquica. 



   

39 
 

- Una lista de sinónimos de los términos preferentes, conocidos como descriptores, cuando 

se presentan más de uno, uno de ellos se elige término preferente y se emplea siempre en la 

indización.  

- La identificación de “términos generales” y “términos más específicos”, mediante una 

jerarquía o relación entre los términos. 

- Determinar la ambigüedad entre términos, para facilitar la selección de estos. 

- Definir las reglas para el uso del tesauro, de acuerdo con el objetivo de este. 

 

Algunos de los tesauros prácticos que se encuentran en la literatura, de los varios que existen, 

puede ser: 

 

- Tesauro de términos de indización de psicología (APA) 

- Tesauro de términos de Indización de Sociología 

- Tesauro de Arte y Arquitectura (ATT) 

- Tesauro GeoRef 

- Términos de Indización Legislativa (CRS) 

- Tesauro de descriptores ERIC 

- Tesauro de Indización de términos de Agricultura (AGROVOC) 

 

Ahora bien, para el uso en sistemas computacionales, es necesario que estos tesauros sean 

automatizados y que, sin dejar de lado las relaciones analizadas entre términos, ayuden a que 

el usuario pueda crear y gestionar la terminología adecuada a los propósitos de su 

investigación concreta. 

 

1.4.4. REDES SEMÁNTICAS 

 

Las redes semánticas se asumen como un caso particular de una red jerárquica de conceptos 

o taxonomía de términos (Quillian, 1967). Es una forma de representación de conocimiento 

lingüístico en la que los conceptos y sus interrelaciones se representan mediante un grafo 

dirigido, aprovechando las relaciones de las palabras comunes para crear categorías de 

sinónimos o hipónimos (Collins & Loftus, 1975; Quillian, 1969). 
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En la figura 1.10, se representa un grafo donde los elementos semánticos se representan por 

nodos. Se pueden diferenciar dos tipos de nodos: 

 

- Token: nodos de nivel inferior que heredan las características de los nodos de capa 

superiores y tienen características propias. 

- Type: Representan a la clase de individuos, son nodos de nivel superior. 

 

De esta manera, para cada nodo existen enlaces a otros nodos y, a su vez, están ligados a 

otros. Estos nodos están unidos mediante una línea, enlace o arista y para grafos dirigidos se 

requieren de flechas, los cuales representan las relaciones conceptuales entre términos 

(Collins & Loftus, 1975).  

 

 

 

 

 

 

 

 

Figura 1.10. Ejemplo de una red semántica de palabras. 

 

Por ejemplo, si mamífero es un concepto, gato y ballena serían hipónimos de mamífero, 

puesto que ambos son mamíferos. 

 

En este orden de ideas, las redes semánticas inician identificando los sentidos posibles de 

cada concepto. Cuando estos se identifican como sinónimos o hipónimos, se agrupan en una 

sola categoría. Por ejemplo, la técnica de red semántica crearía una única categoría que 

contenga a pez, gato, oso, ballena, puestos que la red contiene la información de que estos 

son animales. Y estos a su vez se conectan con otros nodos que representan sinónimos o 

hipónimos. 
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1.5. REPRESENTACIÓN MATRICIAL DEL CORPUS 

 

En este punto, convertir nuestros corpus en palabras (tokens), es el primer paso para 

posibilitar la realización de los análisis textuales. Este proceso de transformación es 

conocido como vectorización (Gil Pascual, 2021). Para su cumplimiento, primero, el texto 

debe ser preprocesado de acuerdo con la eliminación de palabras vacías, descrito en el punto 

1.3.3, para luego ser estructurado en concordancia con los pasos del proceso de la minería 

de datos textuales, enfatizado en la sección 1.3, concluyendo en la elaboración de una tabla 

léxica.  

 

Estas tablas, pueden ser construidas para representar frecuencias absolutas, pesos de las 

palabras por documentos, probabilidades de palabras por documentos, entre otras 

posibilidades (Anandarajan et al., 2019). Entre las diferentes tablas léxicas tenemos: 

 

- La Matriz Término Documento, Term Document Matrix (TDM). -  La cual muestra la 

frecuencia absoluta de las palabras en los diferentes documentos que conforman el corpus. 

 

- La Matriz Documento Término, Document Term Matrix (DTM). - es la matriz traspuesta 

de una TDM, es decir en las filas se ubican los documentos del corpus y como variables los 

términos o tokens. 

Figura 1.11. Tipos de Matrices de Documentos. 

 

De acuerdo con estas tablas léxicas (figura 1.11), puede inferirse que el hecho común implica 

la representación de las frecuencias (Dumais, 1991). En la tabla 1.1 se observan 10 textos 

diferentes, que luego de ser preprocesados, se construye la matriz TDM mostrada en la tabla 

1.2 
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Documentos 

Numero  Texto  Preprocesamiento Texto  

1 My favorite do gis fllyffy and tan  [favorte] [dog] [fluffy] [tan] 

2 The do gis Brown and cat is Brown [dog] [Brown] [cat] [Brown] 

3 My favorite ha tus Brown and coat is Pink  [favorite]] [hat] [Brown] [coat] 

[Pink] 

4 My dog has a hat and leash  [dog] [that] leash] 

5 He has a fluffy coat and Brown coats [Fluffy] [coat] [Brown] [coat] 

6 The do gis Brown and fluffy and has a 

Brown coat  

[dog] [Brown] [fluffy] [Brown] 

[coat] 

7 My do gis White with Brown spots  [dog] [White] [Brown] [spot] 

8 The White dog has a Pink coat and the 

Brown dog is fluffy 

[White] [dog] [Pink] [coat] 

[Brown] [dog] [fluffy] 

9 The three fluffy dogs and two Brown hats 

are my favorites  

[fluffy] [dog] [Brown] [hat] 

[favorite]  

10 My fluffy dog has a white coat and hat  [fluffy] [dog] [White] [coat] [hat 

Tabla 1.1. Preprocesamiento de texto de Documentos. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Tabla 1.2. Matriz TDM resultante de Tabla 1.1. 

  D1 D2 D3 D4 D5 D6 D7 D8 D9 D10 

Brown 0 2 1 0 1 2 1 1 1 0 

Cat 0 1 0 0 0 0 0 0 0 0 

Coat  0 0 1 0 2 1 0 1 0 1 

Dog 1 1 0 1 0 1 1 2 1 1 

Favorite 1 0 1 0 0 0 0 0 1 0 

Fluffy 1 0 0 0 1 1 0 1 1 1 

Hat 0 0 1 1 0 0 0 0 1 1 

Leash  0 0 0 1 0 0 0 0 0 0 

Pink 0 0 1 0 0 0 0 1 0 0 

Spot  0 0 0 0 0 0 1 0 0 0 

Tan  1 0 0 0 0 0 0 0 0 0 

White 0 0 0 0 0 0 1 1 0 0 
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En este orden, mediante el uso de algunos conceptos de algebra matricial, donde una matriz 

es un arreglo bidimensional con m filas y n columnas, la matriz TDM contiene los datos con 

la estructura de la tabla 1.3, donde 𝑓𝑖𝑗 es la frecuencia de ocurrencia de la i-ésima palabra en 

el j-ésimo documento. 

 

 

 

 

 

 

 

 

 

Tabla 1.3. Estructura de Matriz TDM. 

 

Este tipo de modelo matricial complica los estudios debido a la variabilidad de las 

dimensiones de las frecuencias en las matrices de obtenidas, por lo cual, en una manera de 

reducir las dimensionalidades es utilizada la ponderación de las palabras, profundizada a 

continuación.  

 

1.5.1. PONDERACIÓN DE PALABRAS 

 

Una vez generada la matriz de palabras, entre las formas de mitigar valores diversos de las 

frecuencias, se encuentra la ponderación de las palabras, la cual es consistente en asignar 

una función de peso, o ponderación, a la frecuencia absoluta, reemplazando en la matriz de 

partida la frecuencia por el peso (Dumais, 1992). 

 

Así, para el cálculo del peso, se abordará el estudio de la ponderación local, ponderación 

global y ponderación combinatoria, descritas a continuación:  

 

- Ponderación Local, es la asignación de un peso considerando un documento particular 

del corpus (Berry et al., 1995). 

Documento 
Palabra 



   

44 
 

- Ponderación Global, es la importancia general del término en la colección completa del 

corpus (Berry et al., 1999a). Al aplicar la ponderación global, el resultado de los cálculos 

será un vector de valores que es la longitud del número total de términos. 

- Ponderación Combinatoria, en una combinación de la ponderación local y global (Salton 

& Buckley, 1988). 

 

De la misma manera, entre las alternativas de ponderación local, tenemos: 

 

- Frecuencia de Términos (tf), se lleva a cabo sobre la base de la probabilidad estadística, 

en donde se toma la frecuencia de palabras que transmiten un mayor significado en el corpus 

(Luhn, 2010). 

- Frecuencia logarítmica (lf), permite reducir el efecto de grandes diferencias en las 

frecuencias (Dumais, 1991).  La frecuencia logarítmica 𝑙𝑓𝑖,𝑗 del término i en el documento j. 

Calculada como: 

 

𝑙𝑓𝑖,𝑗 = 𝑙𝑛 (𝑡𝑓𝑖,𝑗 + 1)                                                  (3) 

 

- Frecuencia Binaria/Boleana (if), esta captura si una palabra aparece en un documento, 

sin tener en cuenta cuantas veces aparece (Salton & Yang, 1973). La frecuencia binaria 𝑛𝑖,𝑗 

del término i en el documento t: 

 

𝑛𝑖,𝑗 =  {
1,          𝑖𝑓  𝑡𝑓𝑖 ,𝑗 >   0 

  0,       𝑑𝑒 𝑙𝑜 𝑐𝑜𝑛𝑡𝑟𝑎𝑟𝑖𝑜
                                             (4) 

 

Las ponderaciones globales más relevantes tenemos: 

 

- Frecuencia de Documentos (df), se puede obtener sumando las filas del TDM binario 

ponderado en frecuencia. Cuenta el número de documentos que contiene un término al 

menos una vez. Es un número entero entre 0 y D, número de documentos en el corpus (K. 

S. Jones, 1972). Se calcula como: 

 

𝑑𝑓𝑖  =  ∑ 𝑛𝑖 ,𝑗

𝐷

𝑗= 1

                                                                (5) 
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Donde, 𝑛𝑖 ,𝑗 es la matriz ponderada en frecuencia binaria y D es el número total de 

documentos. 

 

- Frecuencia Global (gf), mide la frecuencia de los términos en todos los documentos y es 

calculado mediante la ecuación: 

 

𝑔𝑓𝑖  =  ∑ 𝑡𝑓𝑖 ,𝑗

𝐷

𝑗= 1

                                                              (6) 

 

Donde 𝑡𝑓𝑖 ,𝑗  es la frecuencia del término i en el documento j y D es el número de documentos. 

 

- Frecuencia de Documentos Inversa (idf), en este caso las frecuencias de documentos se 

convierten en frecuencia de documentos inversa (K. S. Jones, 1972) , donde los términos 

raros tienen pesos más altos y los términos frecuentes tienen pesos más bajos (Dumais, 

1991). Es calculado como: 

 

𝑖𝑑𝑓𝑖  =  𝑙𝑜𝑔2  (
𝑛

𝑑𝑓𝑖
) +  1                                                   (7) 

  

Donde n es el número de documentos en el corpus, y 𝑑𝑓𝑖 es el número de documentos donde 

aparece la palabra i-ésima. 

 

En la actualidad, se precisan un grupo de ponderaciones que se usan frecuentemente, como 

son las ponderaciones combinatorias: 

 

- Frecuencia de Términos – Frecuencia de Documentos Inversa (tf-idf), esta 

ponderación cuantifica el grado de utilidad de los términos para caracterizar el documento 

en el que aparecen. Combina la ponderación local de la frecuencia de término y la 

ponderación global de la frecuencia del documento inversa al multiplicarlas (Salton, Yang, 

et al., 1975; Salton & Buckley, 1988; Spärck Jones, 1972). Se calcula mediante la formula: 

 

𝑡𝑓 − 𝑖𝑑𝑓𝑖,𝑗  =  𝑡𝑓𝑖,𝑗  ×  𝑖𝑑𝑓𝑖                                                  (8) 
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Así, cuando un término aparece muchas veces en unos pocos documentos, el TF-IDF es alto, 

y es bajo cuando un término aparece en todos, en la mayoría o en muchos documentos. Se 

podría indicar, que, si una palabra aparece con frecuencia en un documento o en la colección 

de documentos, tendría sentido considerar que el término es importante. Sin embargo, cuanto 

más frecuentemente aparece un término en los documentos, menos ayuda realmente a 

comprender el contenido textual (Jessup & Martin, 2005). 

 

Cabe destacar que la elección del método de ponderación va a depender tanto de los datos 

como del modelado a generar y de los objetivos de investigación. Por ejemplo, para explorar 

el análisis semántico latente (LSA), descrito en el capítulo dos, se puede usar la ponderación 

tf-idf. Por otro lado, para el análisis de modelado de temas mediante la asignación latente de 

Dirichlet (LDA), a tratar en el capítulo dos, se requiere de una matriz TDM o DTM. 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

CAPÍTULO II 

2. TÉCNICAS PROBABILÍSTICAS DE LA 

MINERÍA DE TEXTO 
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2.1. INTRODUCCIÓN 

 

El capítulo 1 se abordó el análisis de datos textuales, desde el preprocesamiento del texto 

hasta la generación de las matrices DTM o TDM. Ahora bien, desde este contexto, cabe 

analizar las tablas léxicas desde dos amplias perspectivas:  

 

En el primer campo se encuentran los análisis de reducción de dimensionalidad, como el 

análisis de componentes principales (ACP) descrito por Pearson (Pearson, 1901) o el análisis 

Factorial de correspondencia (AFC) (Benzécri, 1973)  y algunas técnicas derivadas de estas, 

permitiendo describir los datos en espacios vectoriales. 

 

En el segundo campo de análisis se cuenta con las técnicas de análisis probabilísticos, como 

el análisis semántico latente probabilístico (PLSA) (Saul & Pereira, 1997b), que se deriva 

del análisis semántico latente (LSA) (Deerwester et al., 1990; T. K. Landauer & Dumais, 

1997) y el modelado de tópicos, como el latente Dirichlet Allocation (LDA) (D. M. Blei 

et al., 2001) entre otras.  

 

Las mismas perspectivas se enmarcan en las llamadas técnicas de “machine learning”, que 

sirven de base para algunas técnicas de la inteligencia artificial aplicada a la minería de datos 

textuales. 

 

Atendiendo a estas premisas abordaremos en el presente capítulo, las técnicas del segundo 

campo amplio, es decir, las generadas a partir del análisis de probabilidad aplicadas a datos 

textuales. 

 

2.2. ANALISIS SEMANTICO LATENTE 

 

Una de las primeras técnicas usadas en la MDT es el análisis semántico latente (LSA). Esta 

se constituye en una herramienta matemática desarrollada inicialmente como un abordaje 

para la recuperación de información mediante la indexación semántica latente (Deerwester 

et al., 1990), cuyo objeto era el de indexar texto, a fin de solventar las grandes limitaciones 

que presentaban los motores de búsqueda en base de datos. Posteriormente, LSA ha sido 
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usado para la representación de nuevo conocimiento, a partir de frecuencia de palabras en 

los documentos. 

 

Al respecto, puede inferirse la concepción de LSA como un modelo estadístico que permite 

comparar similitudes semánticas entre diferentes partes de los textos analizados (Foltz, 

1996). En este orden de ideas, haciendo un ejercicio de adaptación de este concepto, desde 

la perspectiva de la psicolingüística, puede definirse como una teoría y método para la 

extracción y representación del significado contextual en el uso de las palabras, por medio 

de la computación estadística aplicada a un corpus textual (T. K. Landauer & Dumais, 1997). 

 

De esta manera, LSA procesa los documentos del corpus lingüístico, dada una matriz, en la 

cual, las filas y columnas contienen los términos que aparecen en los documentos del corpus. 

En esta matriz de frecuencias se muestran en las filas las distintas palabras del corpus y, en 

las columnas, los diferentes documentos. Esta tabla léxica contiene el número de veces que 

cada palabra aparece en determinado texto.  

 

Puede inferirse como un modelo de espacio vectorial, el cual permite suponer que ciertas 

palabras, aparentemente independientes, estén relacionadas por temas subyacentes no 

observados, efectuando una ponderación en la que se resta importancia a las palabras 

notablemente más frecuentes y aumenta la de las palabras moderadamente infrecuente. Esto 

es debido a que puede asumirse que las palabras excesivamente frecuentes no servirían para 

discriminar la información de cada documento (T. K. Landauer & Dumais, 1997). 

 

Efectivamente, de manera específica, LSA, resulta en una aplicación de la descomposición 

de valores singulares (Singular Value Descomposition, SVD) (Berry et al., 1999b; Eckart & 

Young, 1936; Golub & Van Loan, 1996), que permite identificar el significado latente en los 

documentos a través de la reducción de dimensiones.  

 

Así, LSA no sólo reduce la dimensionalidad, sino que también identifica las dimensiones 

latentes en función de valores singulares sin perder información relevante. Por tanto, el 

objeto de la SVD es ponderar cada término en función de su capacidad para representar un 

documento (Berry et al., 1999b). 
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2.3. DESCOMPOSICIÓN DE VALORES SINGULARES 

 

En este apartado revisaremos el proceso para la SVD, dado que es usada en el LSA para 

obtener los valores singulares de la matriz termino- documento. Así como también, es la 

base de los métodos Biplot analizados en el capítulo 3. Propuesta inicialmente en 1936, la 

SVD consiste en descomponer una matriz rectangular 𝑋𝑘  con dimensiones n x p, de n 

palabras y p documentos, como el producto de tres matrices: a) Una matriz que contiene los 

vectores izquierdos singulares, b) Una matriz de vectores derechos singulares y, c) Una 

matriz con los valores singulares (Eckart & Young, 1936). 

 

De esta manera, la SVD se expresa matemáticamente como: 

 

𝑋𝑘  =  𝑈𝑘  Σ𝑘 𝑉𝑘
𝑇                                                             (9) 

 

Donde 𝑋𝑘 es una matriz n x p de rango 𝑟 ≤  𝑚𝑖𝑛(𝑛, 𝑝), donde la dimensión de  𝑈𝑘  es una 

matriz ortogonal n x k cuyas columnas son los vectores izquierdos singulares.  Σ𝑘 es una 

matriz diagonal n x p cuyos elementos diagonales son los valores singulares. Y 𝑉𝑘
𝑇  es una 

matriz traspuesta ortogonal k x p de la matriz de vectores derechos singulares. Así mismo, 

los valores singulares son números no negativos, es decir valores positivos o nulos en su 

diagonal. 

 

Además, los términos o palabras vendrán representadas por las filas de la matriz n x k: 

 

𝑈𝐾  ∙  Σ𝑘                                                                   (10)  

 

Mientras que los documentos lo estarán por las columnas de la matriz k x p: 

 

Σ𝑘  ∙   𝑉𝑘
𝑇                                                                  (11) 

 

Efectivamente, la matriz truncada creada, a través de SVD tiene cuatro propósitos 

importantes: a) Obtener el significado latente (es decir, Tópicos o Temas), b) Reducción de 

ruido, c) Obtener la coocurrencia de alto orden y, d) Reducción de escasez (Turney & Pantel, 
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2010). En la figura 2.1, se puede representar esquemáticamente la SVD en el LSA (Martin 

& Berry, 2007). 

 

Figura 2.1. Proceso de la SVD, basado en Martin y Berry (2007). 

 

Cabe destacar que, durante la SVD, se genera cierta perdida de información, lo cual se 

considera como una reducción de ruido que provocan los factores que no eran relevante en 

las relaciones entre términos y documentos, y que han sido eliminados. Después del proceso 

de la SVD se obtiene una información que no está directamente disponible en la matriz 

original, sino que está latente en ella (T. K. Landauer et al., 2009). 

 

Estas matrices pueden ser representadas en un espacio vectorial semántico, como también 

por las técnicas Biplot, este proceso será analizado en el capítulo 3. Así, de las matrices 

reducidas de vectores singulares obtenidas se considera a las filas de estas como coordenadas 

de los puntos que representan a los documentos y términos o palabras, en un espacio r-

dimensional cuyos ejes están reescalados por cantidades relacionadas con los valores de la 

matriz diagonal.  

 

Una de las técnicas de representar estas matrices es la visualización por medio del modelo 

de espacio vectorial. De acuerdo con Berry (1999), a partir del producto de los puntos 

obtenido de las ecuaciones (10) y (11), las palabras y documentos pueden ser comparados 

de la misma manera en que se comparan vectores: los productos escalares (coseno del ángulo 

entre vectores) entre los puntos nos darán las relaciones de similitud entre los diversos puntos 

(Berry et al., 1999b). Diferenciando de las representaciones Biplot por su medida de 

distancia. 



   

52 
 

2.3.1.  ESPACIO SEMÁNTICO 

 

De las matrices obtenidas en la SVD se determina que los resultados se pueden representar 

en un espacio semántico. Esta representación semántica de los textos se ha generalizado y 

se puede obtener por medio de la semántica distribucional o de la semántica composicional 

(Mitchell & Lapata, 2010). Desde esta concepción, la semántica composicional puede 

fundamentarse como una técnica de representación de los datos textuales que modela el 

significado semántico de las palabras utilizando el espacio vectorial. La semántica 

composicional permite enfocarse en modelar el significado no sólo de las palabras, sino de 

frases y oraciones. 

 

Desde este ámbito, en la minería de datos textuales (MDT) y en el procesamiento del 

lenguaje natural (PLN) puede inferirse que uno de los modelos más usados para la 

representación gráfica de datos textuales es el espacio vectorial semántico (VSM). El VSM 

permite representar los documentos a través de vectores de términos en un espacio de alta 

dimensionalidad (Salton, Wong, et al., 1975), asumiendo que cada palabra se representa 

como un vector en un espacio n-dimensional, donde n es el número de términos o 

características que se consideran importantes para la representación del lenguaje. Así, los 

documentos se identifican como un vector de rasgos en un espacio en el cual cada dimensión 

corresponde a términos indexados distintos (palabras) (Arco, 2008). 

 

De la misma manera, otra técnica de uso frecuente es la representación en un espacio 

semántico euclídeo, donde figuran los resultados obtenidos en la SVD del LSA. En este tipo 

de espacios cada vector representa el significado de palabras o documentos, considerando la 

información léxica (Kintsch, 2002), donde las palabras que tienen un significado similar 

estarán más cercanas entre sí en el espacio semántico latente euclídeo. Por ejemplo, al 

analizar las palabras “perro” y “gato”, estas estarán más cercanas entre sí, que las palabras 

“perro” y “coche” (Clark, 2014). 

 

Ahora bien, en los espacios semánticos, de cara al establecimiento de la similitud del 

significado de los términos, se utiliza la longitud del vector y el coseno del ángulo entre 

vectores (T. K. Landauer & Dumais, 1997). Por ejemplo, en el VSM se utiliza la similitud 

coseno para establecer la distancia entre dos vectores, a diferencia del euclídeo, que mide la 

distancia euclídea, donde: 
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- La longitud del vector, se obtiene al sumar todos los componentes de un vector, 

permitiendo medir la cantidad de información semántica que el LSA tiene respecto de un 

dominio de conocimiento (Berry et al., 1995).  

 

- La similitud semántica, representada por el coseno del ángulo entre vectores (Kintsch, 

2002), considera que cuanto más próximos están dos vectores, mayor es la similitud entre 

ellos. Cuando el ángulo es menor, la similitud es mayor y en consecuencia el coseno del 

ángulo es mayor (Seijo et al., 2011).  

 

Ambas propiedades, así como la SVD también se manifiestan en los modelos Biplot, ya que 

estos son la base de dichas representaciones, pero con ciertas diferencias que se revisaran en 

el próximo capitulo. 

 

Cabe destacar que existen algunas medidas de similitud en el estudio de la minería de texto, 

adicional al coeficiente de similitud coseno. Así, entre los más usados tenemos: a) La medida 

de similitud de Jaccard (Jaccard, 1912), b) Medida de Sorensen (Sorensen, 1948), entre otras. 

Así mismo, se considera la propuesta de la similitud de distribución de tópicos (Steyvers & 

Griffiths, 2007). Sobre esta última, trataremos en el capítulo 6. 

 

2.4. MODELADO DE TÓPICOS 

 

En la actualidad, la significativa cantidad existente de información textual, ubicable entre 

diversidad de repositorios digitales y entornos web de la WWW, aunado al avance 

computacional, ha permitido que se generen nuevas técnicas estadísticas para la MDT.  

 

En este sentido, se dispone de metodologías que permiten poder realizar resúmenes 

automáticos de documentos, mediante la generación del descubrimiento de tópicos o temas 

relevantes en estos. Este proceso se conoce como modelado de tópicos, o por sus siglas en 

inglés TM (topic model). El TM se constituye como una técnica del aprendizaje no 

supervisado no jerárquico, utilizada en el ADT. Se enfoca en el descubrimiento de tópicos a 

partir de patrones y relaciones más relevantes dentro de un conjunto de documentos y asignar 

cada elemento de esta agrupación a uno, o a varios, de los tópicos o temas principales 

(Asmussen & Møller, 2019a). 
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El TM es también conocido como modelado de tópicos probabilístico (TMP), el cual permite 

extraer y descubrir características y estructuras comunes (Tópicos) dentro de los datos 

textuales. Ello, gracias al análisis de las palabras de los corpus originales para explorar los 

temas latentes u ocultos que los contiene, y como se relacionan entre sí. (Roberts et al., 

2014).  

 

En este orden de ideas, los tópicos se pueden mostrar como una distribución de probabilidad 

sobre los términos (Tokens o palabras) (Yi & Allan, 2009); donde un documento del corpus 

puede estar asociado a un solo tópico (membresía única), o este puede ser una mezcla de 

múltiples tópicos (membresía mixta). En la figura 2.2, se muestra una representación del 

modelado de temas descrito por Steyvers (Steyvers & Griffiths, 2007). 

Figura 2.2. Representación de Modelado de Tópicos, basado en Steyvers & Griffiths (2007). 

 

Así, las matrices TDM o DTM, se dividen en dos distribuciones principales cuando se 

analizan con técnicas de TM, que son: a) La distribución de tópicos sobre términos 𝑃(𝑤𝑗|𝑧𝑘), 

que nos indica la importancia del término en cada tópico y, b) La de documentos sobre tópico 

𝑃(𝑧𝑘|𝑑𝑖), que nos determina la importancia de estos en los documentos (D. M. Blei et al., 

2002). 

 

Al respecto, entre algunos de los algoritmos usados para el modelado de tópicos, tenemos:   

 

El algoritmo para análisis probabilístico de la semántica latente (PLSA)(Hofmann, 1999) 

analizado en el apartado 2.4.1. También el algoritmo de Factorización No-Negativa (NMF) 

en la cual permite descomponer una matriz de frecuencia de palabras, en dos matrices de 
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menor rango, las cuales representan los tópicos y las palabras asociadas a estos (Paatero & 

Tapper, 1994).  

 

Así mismo, encontramos el algoritmo de Asignación latente de Dirichlet (Latente Dirichlet 

Allocation, LDA) usado para identificar los temas latentes en un corpus de texto, donde se 

asume que cada documento del corpus es una mezcla de varios tópicos (D. M. Blei et al., 

2002), este método se analiza en el punto 2.4.2, del presente trabajo. Entre otros algoritmos 

que parten de la propuesta de Blei tenemos, a) el Modelado de tópicos correlacionados 

(CTM) que permite identificar los tópicos que se superponen o que se encuentran 

relacionados de alguna manera (D. M. Blei & Lafferty, 2005), b) el algoritmo del proceso 

jerárquico de Dirichlet (Hierarchical Dirichlet Process, HDP) aplicado al estudio de grupos 

de datos, donde cada grupo se modela de un proceso de Dirichlet de nivel dos y todos los 

grupos comparten la distribución base extraída de un proceso Drichlet nivel uno (Teh et al., 

2006).  

 

Cabe destacar que, en la presente intención investigativa, abordamos el modelo de 

membresía mixta LDA, donde el número de tópicos, denominado K, es un número fijo que 

se asigna antes de construir el modelo. 

 

2.4.1.  ANÁLISIS PROBABILÍSTICO SEMÁNTICA LATENTE 

 

El análisis probabilístico de la semántica latente (Probabilistic Latent Semantic Analysis, 

PLSA) es propuesto en 1999 por Hofmann como la versión probabilística del LSA, donde 

Hofmann declara que el LSA posee ciertas limitaciones estadísticas para encontrar los temas 

latentes (Hofmann, 1999). Al respecto, este se desarrolló a partir de conceptos del algebra 

lineal, propuesto inicialmente como modelo de aspecto por Saul y Pereira en 1997 y que, 

para efectos del ámbito del modelado del lenguaje, se le nombra modelo agregado de Márkov 

(Saul & Pereira, 1997a). 

 

De esta manera, PLSA se utiliza para encontrar la estructura latente de un conjunto de 

documentos del corpus, es decir, identifica temas o tópicos que subyacen en estos y, así, 

descubrir la semántica de tópicos ocultos en el corpus (Ren & Han, 2014). En este sentido, 

busca identificar y encontrar las probabilidades de ocurrencia de cada tópico en cada uno de 
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los documentos; así como las probabilidades de ocurrencia de cada palabra, en cada uno de 

los tópicos, construyendo una matriz de tópicos-documentos y una matriz de tópicos-

palabras. 

 

En este modelo de datos coocurrentes es asociado un factor latente, o variable no observable, 

𝑍𝑘 ∈  (𝑧1 , 𝑧2 . . . 𝑧𝑘 )  a cada observación; siendo esta observación la ocurrencia de un término 

en un documento. Por lo tanto, según Hofmann, para representar el algoritmo que se utiliza 

en la estimación de la distribución de probabilidad condicional en el PLSA, consideraremos: 

 

- 𝑃(𝑑𝑖), que representa la probabilidad que será observada de que un término aparezca en 

un documento 𝑑𝑖. 

- 𝑃(𝑤𝑗|𝑧𝑘), que es la probabilidad de un término 𝑤𝑗 condicionada a la variable 𝑍𝑘 

- 𝑃(𝑧𝑘|𝑑𝑖), es la distribución de probabilidad de un documento 𝑑𝑖 en el espacio latente de 

las variables  𝑧1 , 𝑧2 . . . 𝑧𝑘 . 

 

Con base en estos conceptos, se puede generar las coocurrencias de términos-documentos, 

para lo cual el PLSA, se puede expresarse basado en el siguiente esquema: 

 

- Primero, seleccionamos un documento 𝑑𝑖 con probabilidad 𝑃(𝑑𝑖), 

- Luego, tomamos un factor oculto 𝑍𝑘 con probabilidad 𝑃(𝑧𝑘|𝑑𝑖), 

- Finalmente, generar un término 𝑤𝑗 con probabilidad 𝑃(𝑤𝑗|𝑧𝑘). 

 

De esta manera, como resultado, se obtiene una probabilidad ocurrente de un par observado 

(𝑑𝑖 , 𝑤𝑗) que adopta al factor denominado variable 𝑍𝑘, quedando está descartada. 

 

Este esquema se expresa en el siguiente modelo de probabilidad: 

 

𝑃 (𝑑𝑖 , 𝑤𝑗 ) =  𝑃(𝑑𝑖) 𝑃(𝑤𝑗|𝑑𝑖) , 𝑑𝑜𝑛𝑑𝑒  𝑃 (𝑤𝑗|𝑑𝑖) =   ∑ 𝑃(𝑤𝑗|𝑧𝑘)

𝐾

𝑘=1

 𝑃(𝑧𝑘|𝑑𝑖)       (12) 

 

Aplicando la fórmula Bayesiana en el modelo, obtenemos la ecuación (13), que es una 

versión parametrizada equivalente, en el que la probabilidad conjunta resulta perfectamente 

simétrica para documento y términos. 
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𝑃 (𝑑𝑖|𝑤𝑗) =   ∑ 𝑃(𝑧𝑘)𝑃(𝑑𝑖|𝑧𝑘)

𝐾

𝑘=1

 𝑃(𝑤𝑗|𝑧𝑘)                                  (13) 

 

Cabe destacar que, para maximizar la probabilidad total, es necesario generar repetidamente 

las probabilidades condicionales de 𝑃(𝑧𝑘), 𝑃(𝑑𝑖|𝑧𝑘), 𝑃(𝑤𝑗|𝑧𝑘), usando los datos de partida.  

 

Así, el ajuste de las dos distribuciones de probabilidad generadas en el PLSA se realiza 

mediante el algoritmo de Expectación-Maximización (EM). Este algoritmo permite 

encontrar estimadores de máxima verosimilitud (Dempster et al., 1977) y se compone de dos 

pasos iterativos. 

 

- Paso de Expectación (E), donde se calculan las probabilidades a posteriori a partir de los 

factores latentes, basado en las estimaciones actuales de la probabilidad condicional. 

- Paso de Maximización (M), donde las probabilidades condicionales estimadas se 

actualizan, e intentan maximizar la probabilidad basada en las probabilidades a posteriori 

computadas en el paso de expectación. 

 

De esta manera, la implementación iterativa del paso E y M se repite hasta que se converge 

hacia un límite de locales óptimos, es decir, los resultados calculados representan las 

estimaciones de la probabilidad óptima de los datos observados. En la figura 2.3 se 

representa el modelo PLSA cuando es simétrico; donde, dado un documento 𝑑𝑖, se encuentra 

un tema o tópico 𝑧𝑘 presente en el documento, con una probabilidad  𝑃(𝑧𝑘|𝑑𝑖); y dado el 

tema 𝑧𝑘  se extrae la palabra o término 𝑤𝑗 de este tema con una probabilidad 𝑃(𝑤𝑗|𝑧𝑘). 

  

Figura 2.3. Representación de Placas del PLSA simétrico, Basado en Hofmann (1999). 
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Por tanto, relacionando el LSA con el modelo probabilístico PLSA, se puede reescribir el 

modelo probabilístico de manera matricial. Obteniendo las tres matrices: 

 

-  𝑈 = (𝑃(𝑑𝑖|𝑧𝑘))𝑖 ,𝑘 

- 𝑉 = (𝑃(𝑤𝑗|𝑧𝑘))𝑗 ,𝑘  

-  𝜎 = 𝑑𝑖𝑎𝑔 ( 𝑃(𝑧𝑘))𝑘 

 

Donde, la probabilidad conjunta P del PLSA, se expresa como el producto de las tres 

matrices, expresada como: 

 

𝑃 =  𝑈 𝜎 𝑉𝑡                                                                  (14) 

 

Hay que destacar que, el algoritmo PLSA, se ha usado tanto en múltiples estudios textuales, 

como en la identificación de secuencia de sentimientos en correos electrónicos (Srinivasarao 

& Sharaff, 2022), en la investigación de traducción al inglés (Shen & Guo, 2022), en la 

predicción económica a partir de actas del comité federal de mercado abierto de Estados 

Unidos (Huang & Kuan, 2021) y en el análisis de habilidades laborales (Ao et al., 2023), 

entre otros.  

 

En virtud de ello, este algoritmo presenta ventajas significativas, producto de su condición 

para presentar un claro significado probabilístico y las direcciones del espacio latente, que 

son interpretables como distribuciones condicionales de términos que definen un contexto 

temático. Ahora bien, resulta imperativo señalar que requiere una mayor complejidad 

computacional. 

 

2.4.2.  ASIGNACIÓN LATENTE DE DIRICHLET 

 

La Asignación Latente de Dirichlet (Latent Dirichlet Allocation, LDA), propuesto por Blei 

(D. M. Blei et al., 2003) es una técnica estadística que se utiliza para identificar los temas o 

tópicos latentes en un conjunto de documentos. LDA permite asumir que cada documento 

es una mezcla de temas latentes y que cada tema o tópico es una distribución de probabilidad 

sobre un conjunto de palabras; admitiendo determinar la mezcla de temas latentes y las 

palabras asociadas en un conjunto dado de documentos del corpus. 
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Esto permite asumir que el objeto del LDA es inferir o estimar las variables latentes mediante 

un modelo probabilístico generativo no supervisado de un corpus, donde los documentos se 

representan como mezclas aleatorias sobre tópicos latentes y donde cada tema se caracteriza 

por una distribución condicionada entre palabras (D. M. Blei et al., 2003).  

 

LDA reduce considerablemente el número de parámetros a considerar y permite de forma 

clara el cálculo de la probabilidad para documentos arbitrarios. Al respecto, en el LDA, las 

unidades básicas de los datos son las palabras, las cuales, quedan representadas mediante 

vectores unitarios de dimensión V con una única componente igual a 1 y el resto de 

componentes tendrá valores iguales a cero. Así, los documentos se representan por la 

secuencia de palabras que lo componen, expresado por un vector  𝑑 =  (𝑤1 , 𝑤2 . . . 𝑤𝑁 ), y 

por el corpus 𝐷 =  (𝑑1 , 𝑑2 . . . 𝑑𝑀 ). De esta manera, la técnica asume que los documentos 

son intercambiables, lo que significa que no hay un orden secuencial significativo de los 

documentos en la colección (D. Blei et al., 2010). 

 

Cabe destacar que la principal diferencia con el PLSA es que esta utiliza la descomposición 

matricial para modelar la distribución conjunta de palabras y tópicos, mientras el LDA utiliza 

una distribución de Dirichlet para modelar la distribución de tópicos en los documentos y la 

de palabras en los tópicos (D. M. Blei & Lafferty, 2009). 

 

2.4.2.1. INTERPRETACIÓN GEOMETRICA DEL LDA 

 

Para entender el LDA imaginemos un enfoque geométrico, con una colección de documentos 

𝐷 =  (𝑑1 , 𝑑2 . . . 𝑑𝑀 ), donde estos, por un lado, se encuentran asociados con uno o varios 

temas latentes como: Política, Social y Económica y, por otro un triángulo donde las 

esquinas o vértices son los temas latentes.  

 

Así, el algoritmo LDA colocará los documentos dentro del triángulo, de tal manera, que los 

documentos se agrupen cerca de la esquina que corresponde al tema y los documentos que 

tengan varios temas, se distribuirán en el centro del triángulo, como se observa en la figura 

2.4 

 



   

60 
 

 

Figura 2.4. Representación Geométrica del LDA 

 

A esta representación geométrica de la distribución de los documentos en el interior del 

triángulo se la conoce como distribución de Dirichlet (Good, 1965; Lindley, 1964). Se 

denota por 𝐷𝑖𝑟(𝛼), la cual, es parametrizada por un vector alfa perteneciente al conjunto de 

los números reales positivos. La misma que se expresa como: 

 

P(θ|α) =  
Γ(∑ 𝛼𝑖)𝑘

𝑖=1

∏ Γ𝑘
𝑖=1 (𝛼𝑖)

 𝜃1
𝛼1−1

… 𝜃𝑘
𝛼𝑘−1

                                       (15) 

 

Donde, una variable aleatoria K-dimensional de Dirichlet θ puede tomar valores en el (k-1)-

simplex, esto es, 𝜃𝑖 ≥ 0 y ∑ 𝜃𝑖 = 1,𝑘
𝑖=1   y, donde el parámetro de concentración 𝛼 es un 

vector de dimensión k con componentes 𝛼𝑖 ≥ 0, y donde Γ(α) es la función Gamma. 

 

2.4.2.2. MODELO GENERATIVO LDA 

 

El LDA, asume que cada Documento d del corpus D se genera siguiendo un modelo 

generativo, basado en reglas de muestreo probabilístico (D. M. Blei, 2012). El objeto de 

seleccionar un modelo generativo es en encontrar el mejor conjunto de variables latentes que 

pueden explicar los datos originales observados (Steyvers & Griffiths, 2007).  

 

En la Figura 2.5 se observa el enfoque de TM basado en un modelo generativo, donde este 

es ilustrado con dos tópicos. Cada uno con un conjunto de palabras que contiene diferentes 
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distribuciones de probabilidad sobre las palabras. De estos, se generan tres documentos. Los 

documentos 1 y 3 fueron generados de los tópicos 1 y 2 respectivamente, mientras, el 

documento 2 es una mezcla de ambos.  

 

Se infiere que el modelo define la no existencia de la noción de exclusividad mutua que 

restringe las palabras, para ser parte de un tema solamente, capturando así la polisemia, que 

la misma palabra pueda tener diferentes sentidos. 

 

 

 

 

 

 

 

 

 

Figura 2.5. Enfoque del proceso generativo del modelado de tópicos (Steyvers & Griffiths, 2007) 

 

Así, la LDA, considerando las premisas expuestas por Blei, puede asumirse como un modelo 

jerárquico de tres niveles, de los cuales, cada nivel subyacente es tomado como un conjunto 

finito de su nivel inferior respectivo (D. M. Blei et al., 2003). Estos niveles son: 

 

- Palabra, que es la unidad básica discreta de los datos textuales, se define como un 

elemento del vocabulario {1, . . . 𝑉} 

- Documento, es la secuencia de N palabras indicado como 𝑚 =  (𝑤1 , 𝑤2 . . . 𝑤𝑁 ) 

- Corpus, definido como la colección de M Documentos denotado por 𝐷 =

 (𝑚1 , 𝑚2 . . . 𝑚𝑀 ) 

 

Así, el proceso generativo del LDA se plantea en los siguientes pasos: 

 

1. Para cada tópico: 
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a. Elija 𝜑𝑘 ~ 𝐷𝑖𝑟(𝛽), donde 𝜑𝑘 es el parámetro de la distribución de términos dado el tema 

k-ésimo. 

 

2. Para cada Documento: 

 

1. Elija 𝜃𝑚 ~ 𝐷𝑖𝑟(𝛼), donde 𝜃𝑚 es el parámetro de la distribución de tópicos en el m-ésimo 

documento. 

2. Para cada posición de palabra en cada documento: 

 

i. Elija un tópico para la posición actual:  𝑍𝑚,𝑛  =  𝐶𝑎𝑡(𝜃𝑚). 

ii. Con Base en el tópico 𝑍𝑚,𝑛 , elija un término para la posición 𝑤𝑚,𝑛  =  𝐶𝑎𝑡(𝜑𝑍𝑚,𝑛
). 

 

Así, dada la ecuación; 

 

 𝜃𝑚  = [𝑝(𝑍1|𝑚𝑀), 𝑝(𝑍2|𝑚𝑀), . . . 𝑝(𝑍𝐾|𝑚𝑀)]                               (16) 

 

Que denota la distribución condicional del tópico en el m-ésimo documento, y dada la 

ecuación; 

  

𝜑𝑘  = [𝑝(𝑤1|𝑍𝑘), 𝑝(𝑤2|𝑍𝑘), . . . 𝑝(𝑤𝑉|𝑍𝑘)]                               (17) 

 

La cual, representa a la distribución condicional de términos en el K-ésimo tópicos. 

 

De esta manera, los parámetros 𝜃𝑚 y 𝜑𝑘 se consideran variables aleatorias y se extraen de 

dos distribuciones de Dirichlet, en lugar de tratarse como variables determinísticas como se 

evidencia en el PLSA. En este orden, los parámetros en el LDA no crecen con el tamaño del 

corpus y es capaz de generalizar fácilmente a los nuevos documentos. Por ello, las 

probabilidades de las palabras están parametrizadas por una matriz 𝛽 de dimensión 𝑘 𝑥 𝑉. 

 

Este TM se puede representar gráficamente como una notación de placas, como la observada 

en la figura 2.6, donde cada nodo es una variable aleatoria y, los nodos ocultos proporciones 

de los tópicos. 
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Asignaciones y tópicos no se encuentran sombreados. Los nodos observados y las palabras 

de los documentos están sombreados. Se usan rectángulos, como notación de placa para 

indicar la replicación del modelo donde, por un lado, la placa N denota la colección de 

palabras dentro de los documentos y, por el otro, la placa M denota la colección de 

documentos en el Corpus. Así mismo, la placa K representa los tópicos del modelo (D. M. 

Blei & Lafferty, 2009).  

  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 2.6. Representación de Placas de LDA, basado en Blei & Lafferty, 2009 

 

Considerando lo descrito, y para una representación más formal, se puede deducir la 

siguiente distribución conjunta de las variables ocultas y observada, expresada como: 

 

𝑃(𝑤, 𝑧, 𝜃, 𝜑|𝛼, 𝛽) = 𝑃(𝜃𝑚|α) 𝑃(𝑧𝑚|𝜃𝑚) 𝑃(𝜑𝑘|𝛽) 𝑃(𝑤𝑘|𝑧𝑘 , 𝜑𝑘)                   (18) 

 

Donde, 

 

- 𝛼, es un hiperparametro previo de la distribución de Dirichlet con respecto a 𝜃𝑚 

- 𝛽, es un hiperparametro previo de la distribución de Dirichlet con respecto a 𝜑𝑘 

- 𝑁𝑚 , es la longitud de m-ésimo documento 
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- 𝑉, es el número de términos o palabras 

- 𝑍𝑚,𝑛 , que representa al tópico asignado a la n-ésima palabra posicionada en el m-ésimo 

documento 

- 𝑤𝑚,𝑛 , representa al término asignado a la n-ésima palabra posicionada en el m-ésimo 

documento 

 

De la ecuación (18), tenemos: 

 

- 𝑃(𝜃𝑚|α) , que representa la distribución de tópicos por documento y se expresa en la 

ecuación (19) a partir del parámetro Dirichlet, explicado en la ecuación (15). Este es 

establecido como un vector K-dimensional con componentes 𝛼𝑘 > 0 y considerando el 

punto 2.a del modelo generativo, se tiene: 

 

P(𝜃𝑚|α) =  
Γ(∑ 𝛼𝑘)𝐾

𝑘=1

∏ Γ𝐾
𝑘=1 (𝛼𝑘)

 ∏ 𝜃𝑚
𝛼𝑘−1𝐾

𝑘=1                                        (19) 

 

- 𝑃(𝑧𝑚|𝜃𝑚), tomando el punto 2.b.i del modelo generativo, donde el tópico de la n-

ésima palabra posicionada en el m-ésimo documento 𝑍𝑚,𝑛.; se expresa como la probabilidad 

del tópico z para todos los documentos y, también, de los tópicos en términos del número de 

palabras 𝑛𝑚,𝑘 ; donde, en la ecuación (20), se expresan los múltiples ensayos, a la cual se ha 

asignado un tema K, a cualquier palabra, que se encuentra en el documento m. 

 

P(𝑧𝑚|𝜃𝑚) =   ∏ 𝑃(
𝑁𝑚
𝑛=1 𝑧𝑚,𝑛|𝜃𝑚)   =  ∏ 𝜃𝑚,𝑘

𝑛𝑚,𝑘𝐾
𝑘=1                            (20)                                

 

- 𝑃(𝜑𝑘|𝛽), representa a las distribuciones de los tópicos según la palabra. Teniendo en 

cuenta todo el corpus 𝜑𝑘, se obtiene de una distribución de Dirichlet, con parámetro β, de 

acuerdo con el punto 1.a del modelo generativo. Así, la probabilidad proporcionada por 𝜑𝑘,𝑁 

, donde la palabra N se adquiere de acuerdo con el tópico seleccionado, expresado como: 

 

𝑃(𝜑𝑘|𝛽) =  
Γ(∑ 𝛽𝑘,𝑁)𝑁

𝑛=1

∏ Γ𝑁
𝑛=1 (𝛽𝑘,𝑁)

 ∏ 𝜑𝑘,𝑛

𝛽𝑘,𝑛−1𝑁
𝑛=1                                        (21) 
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- 𝑃(𝑤𝑘|𝑧𝑘 , 𝜑𝑘), representa la probabilidad de un corpus 𝑤𝑘, denotado por la ecuación 

(22), donde 𝑤𝑘 es una secuencia de términos en el que el tópico en cada posición es K en 

todo el corpus y, 𝑧𝑘 , es la secuencia correspondiente de tópicos donde cada elemento es el 

tema K, dado el parámetro 𝜑𝑘.   

 

𝑃(𝑤𝑘|𝑧𝑘 , 𝜑𝑘) = ∏ 𝜑𝑘,𝑣

𝑛 𝑘,𝑣

𝑉

𝑣=1

                                            (22) 

 

Todos los procesos explicados en el modelo generativo del LDA presentan problemas para 

ser tratados computacionalmente, ya que se requiere de procesos de inferencia, por lo cual, 

se debe hacer uso de algoritmos de aprendizaje automático a fin de obtener una aproximación 

cercana al verdadero valor de la probabilidad a posteriori. 

 

2.4.2.3. INFERENCIA EN LDA 

 

Este fundamento está referido al proceso de inferir los valores de las variables ocultas o 

latentes, en función de las variables observadas. Hay que destacar que, en el proceso del 

LDA, se debe inferir la distribución de temas latentes dadas las palabras observadas 

𝑃(𝑍𝑚,𝑛 |𝑤𝑚,𝑛), según los procesos de inferencia bayesiana y estimar la distribución a 

posteriori de 𝜃𝑚 y 𝜑𝑘 (Steyvers & Griffiths, 2007). 

 

En este sentido, el LDA usa algunas técnicas de aprendizaje automático (machine learning), 

para tratar lo complicado de generar estas inferencias y obtener una inferencia aproximada.  

 

Al respecto, Blei, en su artículo publicado en el 2003, utilizó el algoritmo de Maximización 

de la Expectativa Bayesiana Variacional (VBEM, por sus siglas en inglés). Así, entre los 

diferentes algoritmos para la inferencia en el LDA, se tienen: 

 

- Maximización de la Expectativa Bayesiana Variacional (VBEM) (Attias, 1999): en el 

LDA se utiliza para inferir los valores de los parámetros de las distribuciones de tópicos y 

de palabras en cada documento, a partir de los datos de partida observados. VBEM, 

iterativamente, actualiza valores de los parámetros a través de dos pasos: el de expectación, 

por un lado, que estima los valores esperados de las distribuciones latentes y, por el otro, el 
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paso de maximización, que maximiza la función de verosimilitud con respecto a los 

parámetros (D. M. Blei et al., 2003). 

 

- Propagación de Expectativas (EP) (Minka, 2001), genera un refinamiento iterativo de las 

aproximaciones más precisas; utiliza una serie de aproximaciones locales para propagar la 

información entre los diferentes factores del modelo LDA y, busca minimizar la divergencia 

entre la distribución a posteriori y la factorizada (Sumba & Bouguila, 2020). 

 

- Monte Carlo vía Cadena de Márkov (MCMC) (Metropolis et al., 1953; Metropolis & 

Ulam, 1952), se usa para estimar la distribución a posteriori del modelo. Utiliza una cadena 

de Márkov para generar una secuencia de muestras de la distribución a posteriori, que se 

utiliza para aproximar la distribución real. EL MCMC es un algoritmo computacionalmente 

intensivo, que tiene la ventaja de poder aproximar distribuciones a posteriori arbitrariamente 

complejas y es generalmente robusto a las suposiciones del modelo. Se inicia con una 

configuración de partida aleatoria de los parámetros del modelo y luego aplica un proceso 

de muestreo estocástico para actualizar los parámetros en cada iteración. Este muestreo se 

basa en la distribución condicional de los parámetros dada la configuración actual, la misma 

que se calcula a partir de las ecuaciones del modelo LDA (Nguyen et al., 2014). 

 

- Muestreo de Gibbs (Geman & Geman, 1984), es una técnica utilizada para estimar la 

distribución a posteriori de un modelo. Se trata de un algoritmo de simulación que permite 

muestrear, de manera iterativa, los valores de las variables latentes del modelo dado un 

conjunto de variables observadas. Este muestreo de Gibbs fue propuesto como una 

aproximación de inferencia para el modelo LDA; es un método representativo de cadenas de 

Márkov Monte Carlo (MCMC) (Griffiths & Steyvers, 2004). 

 

Cabe destacar que, todas las técnicas de inferencia antes mencionadas requieren, 

efectivamente, un proceso computacional de inversión financiera muy significativa.   

 

A efectos de la presente investigación, nos apoyaremos en la propuesta Griffiths y Steyvers, 

ya que permite obtener un modelo más estricto, aun con variables complejas. Su 

aplicabilidad es abordada, con la profundidad pertinente, en el capítulo 6.  

 



 

 

 

 

 

 

 

 

 

 

 

 

CAPÍTULO III 

3. METODOS BIPLOT 
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3.1. INTRODUCCIÓN 

  

La MDT, como se ha mencionado, es un proceso que se aplica generalmente a una gran 

cantidad de datos textuales, en la cual, se busca identificar patrones, tendencias y relaciones 

significativas. En la actualidad, es una herramienta de apoyo necesaria, dado el creciente 

aumento de la información textual en repositorios digitales a nivel global. En este contexto, 

el AEDT se ha convertido, sin duda, en un mecanismo imperativo para el análisis de la 

información extraída a partir de grandes conjuntos de datos textuales. 

 

Dadas estas condiciones, la aplicabilidad de las técnicas estadísticas, han devenido en auge 

en el contexto de la MDT, destacando, entre otras, los métodos Biplot. Estos, se constituyen 

en un abordaje muy significativo para la exploración de la relación entre palabras utilizadas, 

en el conjunto de documentos del corpus; permitiendo visualizar la correspondencia entre 

palabras y documentos o entre, documentos y temas latentes; fortaleciendo la capacidad de 

respuesta en la identificación de patrones y relaciones. 

 

Es por ello por lo que las técnicas develadas, en los capítulos previos, nos proporcionan el 

sustento teórico pertinente, en la configuración de la perspectiva científica que sustente las 

bases para la extracción y tratamiento de la información textual; con el propósito de 

coadyuvar en la construcción de las tablas léxicas y encontrar temas latentes ocultos. Es así 

como, en el presente apartado, se profundizará sobre los métodos Biplot como herramienta 

estadística en el análisis de datos textuales, a partir de las tablas léxicas de probabilidad del 

LDA, en función de una representación gráfica de variables (Tópicos) y Filas (Documentos) 

de manera conjunta.  

 

3.2.  LOS MÉTODOS BIPLOT 

 

Los métodos Biplot, tienen su origen en la década de los 70. Gabriel, los introduce con el 

objeto de describir aproximadamente una matriz rectangular, utilizando una representación 

gráfica en baja dimensión; que permita visualizar las interrelaciones entre filas y variables, 

así como las relaciones entre ambos conjuntos (Gabriel, 1971).  

 

En 1981, Gabriel compara el Biplot propuesto con otras técnicas multivariantes (Gabriel, 

1981) y, Cox y Gabriel, en conjunto, realizan una comparación con el Análisis exploratorio 
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de datos (AED) en 1982, evidenciando que los Biplot generan representaciones más 

intuitivas para interpretar un conjunto de datos.  

 

Así, al igual que un diagrama de dispersión muestra la distribución conjunta de dos variables, 

los Biplot representan, gráficamente, tres o más variables en un espacio de dimensión 

reducida (Gabriel & Odoroff, 1990). De la misma manera, los aportes de Galindo en 1986 

trazan un Biplot con alta calidad de representación para las columnas y para las filas 

conjuntamente (Galindo-Villardón, 1986). 

 

3.2.1.  BIPLOT CLÁSICOS 

 

Efectivamente, los Biplot propuestos por Gabriel son denominados GH y JK Biplot. Estos, 

se basan en la aproximación de la matriz de datos de partida 𝑋𝑛𝑥𝑝(arreglo rectangular con n 

filas y p columnas) por una de menor rango q (q < r), por medio de la DVS. Es decir, 𝑋 ≅

𝑈 ∑ 𝑉′ , donde U y V son matrices de vectores singulares ortonormales y, ∑ es la matriz 

diagonal, que contiene los r primeros valores singulares de X. En este orden, para garantizar 

la unicidad en la representación, se realiza una factorización en las matrices de marcadores 

fila y de marcadores columnas tal que, 𝑋 ≅ (𝑈Σ𝑠)(Σ1−𝑠𝑉′) = 𝐴𝐵′, siendo A y B las 

matrices que contienen las coordenadas de los (n+p) vectores o marcadores filas 𝑎𝑖 y, 

columnas 𝑏𝑗 a utilizar en la representación gráfica (Gabriel, 1971). 

Figura 3.1. Representación Gráfica de Biplot de Gabriel (1971). 
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Así, dependiendo de los valores dados al escalar s en la factorización, se pueden obtener los 

Biplot clásicos propuestos por Gabriel, el GH Biplot y el JK Biplot. De esta manera, las 

propiedades de los marcadores filas y columnas, están dadas por la factorización elegida, la 

cual, depende de la métrica introducida en el espacio de las filas o en el espacio de las 

columnas. 

 

3.2.1.1.  GH-BIPLOT 

 

El GH Biplot, tiene notación G, en referencia a la matriz de los marcadores fila y, H, para la 

matriz de los marcadores columna. En el GH se aproxima la matriz X bajo la restricción 

𝑈´𝑈 = 𝐼 (siendo I la matriz identidad, tal que 𝑈´𝑈 =  𝑉´𝑉 = 𝐼), en este caso, los marcadores 

columnas 𝑏𝑗 son los resaltantes; ya que preservan la métrica entre las columnas y tienen una 

calidad de representación optima.  

 

𝐺 = 𝑈        𝐻 = 𝑉Σ                                                        (23) 

 

3.2.1.2.  JK-BIPLOT 

 

El JK Biplot, tiene notación J para los marcadores filas y, H, en referencia a los marcadores 

columna. En el JK se aproxima la matriz X bajo la restricción 𝑉′𝑉 = 𝐼, siendo los más 

resaltantes los marcadores filas 𝑎𝑖 ya que preservan la métrica entre filas; demostrándose 

que tienen una calidad optima de representación. 

 

𝐽 = 𝑈 Σ       𝐾 = 𝑉                                                       (24) 

 

En la figura 3.2, se observa la representación de los marcadores en cada uno de los Biplot 

propuestos por Gabriel. 
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Figura 3.2. Marcadores de los Biplot de Gabriel (1971). 

 

3.2.2.  HJ-BIPLOT 

 

Teniendo como antecedente los aportes sobre Biplot propuestos por Gabriel, Galindo en 

1986 (Galindo-Villardón, 1986) plantea una alternativa para proyectar, en un espacio de baja 

dimensión y con una alta calidad de representación, las filas y columnas simultáneamente. 

 

   𝐻 = 𝑉Σ                  𝐽 = 𝑈 Σ                                                     (23) 

 

Donde, H representa las buenas propiedades de los marcadores columnas del GH, y J las 

buenas propiedades de los marcadores filas del JK. Así, el HJ Biplot se constituye en una 

representación gráfica multivariante de las líneas de una matriz de partida 𝑋𝑛𝑥𝑝 mediante los 

marcadores 𝑗1, … , 𝑗𝑛 para sus filas y ℎ1, … , ℎ𝑝 para sus columnas; elegidos de manera que, 

ambos marcadores, puedan ser superpuestos en un mismo sistema de referencia con máxima 

calidad de representación (Galindo-Villardón, 1986). Así, Galindo y Cuadras, demuestran 

que las relaciones entre las nubes de punto son las relaciones baricéntricas análogas a las del 
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AFC; interpretando las posiciones de las filas y las columnas, mediante las contribuciones 

del factor al elemento y del elemento al factor (Galindo-Villardón & Cuadras, 1986). 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 3.3. Marcadores Fila y Columna del HJ-Biplot. (Cubilla Montilla, 2019). 

 

Así, 𝑈 Σ coincide con la proyección de los n puntos, que representan a las filas sobre el 

espacio de menor ajuste a esa nube de puntos en el sentido de los mínimos cuadrados. Por 

lo tanto, los marcadores para las filas en el HJ Biplot, coinciden con las coordenadas de las 

filas respecto a los ejes factoriales. 

 

𝑉Σ coincide con la proyección de los puntos que representan a las variables, sobre el espacio 

de máxima inercia. Es decir, los marcadores columnas, coinciden con las coordenadas de las 

columnas respecto a los ejes factoriales. 

 

En un HJ Biplot, no tiene sentido hablar de bondad de ajuste para los elementos de la matriz 

original X, ya que no se considera como una aproximación de bajo rango de esta. Sin 

embargo, tiene la ventaja de que es una representación simultánea en sentido estricto, dada 

las buenas propiedades, alta calidad de representación de filas y columnas y, la posibilidad 

de interpretar las posiciones de las filas, de las columnas y de las relaciones fila-columna 

como en el análisis de correspondencia (Galindo-Villardón & Cuadras, 1986). En la tabla 2.1 

se observa la bondad de ajuste tanto para filas y columnas. 
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Tabla 3.1. Bondad de Ajuste de Biplot de Gabriel (1971), y de Galindo (1986). 

 

3.2.3.  INTERPRETACIÓN HJ BIPLOT  

 

Los métodos Biplot, son aplicables a diferentes matrices de datos, no sólo para los casos 

donde las columnas representen variables y las filas a individuos, sino también en situaciones 

como: una matriz de covarianza (Gower, 1995), una tabla léxica de frecuencia de palabras 

(Z. M. Osuna, 2006), entre otras. 

 

Usualmente, en los Biplot, las filas o individuos de la matriz se representan por puntos 

(marcadores filas) y las columnas con vectores (marcadores columna). La interpretación del 

HJ Biplot, sobre un plano Bidimensional, se basa en conceptos geométricos (Galindo-

Villardón & Egido, 2009), como: 

 

−  La proximidad que existe entre los marcadores filas se interpreta como una función 

inversa de la distancia entre los mismos, lo que indica similitud entre ellos. 

−  La Longitud de los vectores, indican variabilidad en el aporte de información de las 

variables. 

−   El ángulo, entre vectores, indica la covariación de las variables; donde un ángulo 

pequeño, entre vectores, indica más relación directa entre ambos. Mientras que, si el ángulo 

es cercano a 180°, más relación inversa existe entre estos y, entre más cerca a 90° estén los 

vectores, más independencia se da. 

−  La proyección de cada marcador fila (punto) sobre los marcadores columna (vectores), 

permiten interpretar las relaciones entre filas y columnas, en términos de producto escalar. 

Si el punto se encuentra en la misma dirección que la punta del vector, esto indica valores 

altos sobre dicha variable. 

Representación 

Simultanea 

Coordenadas 

Filas 

Coordenadas 

Columnas 

Bondad Ajuste 

Filas 

Bondad Ajuste 

Columnas 

GH-Biplot 𝑈  𝑉Σ 
2

𝑟
 

𝜆1
2 + 𝜆2

2

∑ 𝜆𝛼
2𝑟

𝛼=1

 

JK-Biplot 𝑈 Σ 𝑉 
𝜆1

2 + 𝜆2
2

∑ 𝜆𝛼
2𝑟

𝛼=1

 
2

𝑟
 

HJ-Biplot 𝑈 Σ 𝑉Σ 
𝜆1

2 + 𝜆2
2

∑ 𝜆𝛼
2𝑟

𝛼=1

 
𝜆1

2 + 𝜆2
2

∑ 𝜆𝛼
2𝑟

𝛼=1
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− Los ejes factoriales del plano pueden interpretarse evaluando las contribuciones de cada 

variable al gradiente latente. 

Figura 3.4. Interpretación Gráfica del HJ-Biplot. Tomado de (Ballesteros, 2022) 

 

3.3. BIPLOT EN EL ANÁLISIS DE DATOS TEXTUALES. 

  

El uso de los métodos Biplot para representación de datos textuales ha venido en crecimiento 

en los últimos años siendo, la Universidad de Salamanca, una de las instituciones vanguardia 

en estos estudios, destacadas en publicaciones registradas en Elsevier (Scopus) y Web of 

Scienc (WOS).  

Figura 3.5. Publicaciones en Scopus y WOS de USAL en MDT a abril 2023. 
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Figura 3.6. Instituciones con Publicaciones en WOS, referentes a MDT a abril 2023. 

 

Así, las técnicas empleadas en el AEDT, parten de la DVS de una matriz conocida como 

tabla léxica. Lebart, expone al análisis de texto como una fuente cuantitativa de información, 

a través del tratamiento de los datos textuales (Lebart et al., 2000), la cual, estandariza, 

segmenta y lematiza el contenido de un texto. Así mismo, Zulaima Osuna, explica una 

descripción más detallada de las tablas léxicas y expone las principales técnicas que varios 

autores han preferido para el análisis de texto, tales como el análisis factorial de 

correspondencia. Adicionalmente, propone el uso del HJ-Biplot y el uso de Biplot robustos, 

a partir de tablas léxicas de frecuencia con las repeticiones de las unidades léxicas (frases 

cortas, lemas o palabras) (Z. M. Osuna, 2006). A diferencia del trabajo de Osuna, este 

proyecto amplio la aplicación del HJ-Biplot al análisis de matrices de probabilidad obtenidas 

del LDA, así mismo integra el HJ-Biplot con un léxico de factores para relacionar el 

macroentorno PESTEL con los temas latentes encontrados en el corpus.   

 

De esta manera, dados los múltiples estudios de datos textuales, usando técnicas Biplot, 

publicados en WOS se tienen: 
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En este orden, Osuna, presenta una propuesta metodológica basada en el AEDT de corpus 

cronológicos, organizando, en una tabla de frecuencia de palabras, las declaraciones del 

Libertador Simón Bolívar de los años de 1812 y 1826, usando el AFC para examinar el texto 

(Z. Osuna et al., 2004). Posteriormente, Osuna, con base en estos aportes, aplicó el HJ-Biplot 

y Biplot robustos para mejorar las representaciones de las palabras con los discursos 

analizados (Z. M. Osuna, 2006). 

 

De la misma manera, Pan 2008, usando el software atlas.ti, genera una representación Biplot 

de categorías de palabras referente al turismo en diferentes sectores de Asia. Ello, a partir de 

una tabla léxica que los autores construyeron definiendo como variables cuatro categorías 

que representaban a los 4 sectores de Asia y, como individuos, codificaron diferentes temas 

relacionados al turismo. La matriz representaba la frecuencia de los códigos en los diferentes 

sectores de Asia generando, a partir de esta tabla léxica, un Biplot y, estudiar así, las 

relaciones de los diferentes códigos afines al turismo en cada una de las zonas analizadas 

(Pan et al., 2008). 

 

Así mismo, en el 2014, Caballero analizó grupos de discusión de calidad de vida de los 

ludópatas, a partir de una propuesta metodológica que combina la codificación cualitativa 

con un nuevo valor matemático de caracterización para las tablas léxicas de frecuencia de 

palabras, generando, a partir de estas nuevas tablas codificadas, una representación HJ-

Biplot (Caballero-Julia et al., 2014). Seguidamente, Caballero, amplía la codificación del 

texto para una construcción de una nueva tabla léxica que permite calcular los pesos relativos 

de cada palabra en la tabla, según su presencia especifica y, en un documento, en lugar de 

centrarse sólo en las frecuencias altas (Caballero-Julia & Campillo, 2021), para luego, 

representarlos por medio de un Manova Biplot. 

 

Cabe destacar, también, el trabajo de Martin-Rodero, donde utilizó el Biplot logístico para 

evaluar la calidad de las revisiones metodológicas sobre enfermedades nutricionales y 

metabólicas. El método se usó a partir de una matriz donde se categorizó las diferentes 

tipologías documentales y clasifica a los documentos por su calidad metodológica (Martín-

Rodero et al., 2018). Seguidamente, en el 2021 Kienberger, como parte de una investigación 

en tres universidades españolas de las estrategias implementadas para la enseñanza del 

alemán, realizó una representación Biplot a partir de tablas léxicas de frecuencia, para 
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estudiar las relaciones de las diferentes estrategias y de acuerdo con el significado de las 

palabras durante el aprendizaje (Kienberger et al., 2021). 

 

Significativos son los aportes de Pilacuan, el cual propone incorporar en las matrices de 

probabilidad resultantes del modelo LDA, una transformación que permita incorporar, a esta 

tabla léxica de probabilidades, el uso de la representación HJ-Biplot (Pilacuan-Bonete, 

Galindo-Villardón, & Delgado-Álvarez, 2022). Este procedimiento que es parte del objeto 

de estudio de esta tesis será profundizado en el capítulo siguiente. 

 

 

 

 

 

 

 

 

 

 

 

Figura 3.7. Áreas de Publicaciones en MDT de WOS a abril 2023 

 

Como se puede observar en la figura 3.5, el AEDT, se ha usado en múltiples campos de la 

ciencia, combinando los métodos tradicionales de minería de texto e incorporando técnicas 

novedosas en la forma de construcción de las tablas léxicas para generar las representaciones 

Biplot en los análisis. 

   

   

 



 

 

 

 

 

 

 

 

 

 

 

 

 

CAPITULO IV 

4. PESTEL 
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4.1. INTRODUCCIÓN. 

 

Sin duda, reviste importancia vital la evaluación de los entornos externos que afectan a las 

organizaciones y su desempeño. Ello puede afectar su funcionamiento y éxito en el ámbito 

organizacional y empresarial. Para Perera (2020), el estudio del entorno externo en el que 

operan las organizaciones permite identificar oportunidades y amenazas a las que se 

enfrentan, ayudándolas de esta manera a la toma de decisiones y al desarrollo de estrategias 

que se ajusten a las condiciones del cambiante entorno (Perera, 2020). 

 

En función de esto, resulta imperativo el análisis de herramientas que permitan la realización 

de diagnósticos que puedan coadyuvar a las organizaciones en la toma de decisiones. En este 

orden de ideas, el presente apartado aborda el concepto, aplicación e interpretación de la 

metodología PESTEL y su potencial integración en el contexto de la minería de datos 

textuales web con las técnicas multivariantes BIPLOT, y poder entender las relaciones de 

los factores con los tópicos. 

 

4.2. PESTEL 

 

En cualquier contexto, sea empresarial, corporativo, administrativo, publico o político, 

siempre el tomar decisiones es un proceso más o menos complejo, donde se pueden ayudar 

con el uso de múltiples herramientas metodológicas de apoyo a la decisión (J. P. A. 

Fernandes & Guiomar, 2016). 

 

En 1968, Fahey y Narayanan presentan un análisis macro ambiental en gestión estratégica 

aplicado al marketing, donde se expone una herramienta de diagnóstico enfocado en 6 

magnitudes externas que afectan directa o indirectamente al giro de negocio de las 

organizaciones (Fahey & Narayanan, 1968).  

 

Esta herramienta se denomina PESTEL, que es un acrónimo de los siguientes Factores que 

afectan cualquier estructura o incluso individuos: 

 

- P => Factores Políticos. 

- E => Factores Económicos. 

- S => Factores Sociales. 
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- T => Factores Tecnológicos. 

- E => Factores Ambientales (E = Environmental). 

- L => Factores Legales. 

 

Esta técnica es usada en la fase de diagnóstico del desarrollo de planes estratégicos y toma 

de decisiones de las organizaciones, donde en primer lugar se debe de realizar el análisis de 

las condiciones internas y externas que determinaran la capacidad para alcanzar las metas 

(Gillespie, 2014).  

 

4.3. FACTORES PESTEL. 

 

Cuando se habla del entorno o contexto donde las organizaciones interactúan, se refiere a 

aquellos factores externos que son relevantes para el éxito y buen funcionamiento de la 

empresa. Es así como el análisis de los diversos factores que atañen a la organización resulta 

vital para generar campañas y estrategias, tanto a corto, mediano o largo plazo. Estos factores 

Perera (2020) los detalla de la siguiente manera (Perera, 2020): 

 

1. Factores Políticos, relacionados con la política, el gobierno y las regulaciones que 

pueden influir en el entorno de un sector o una organización. Tales como, cambios en la 

legislación, políticas públicas o fiscales, entre otros. 

2. Factores Económicos, aquellos que pueden afectar a una organización en la parte 

financiera, como por ejemplo tasas de interés, inflación, desempeño, cambios en los 

mercados financieros, etc. 

3. Factores Sociales, engloba los aspectos sociales, culturales y demográficos que pueden 

tener un impacto en el entorno empresarial, como los cambios en estilo de vida, actitudes 

del consumidor, entre otras. 

4. Factores Tecnológicos, abarca avances tecnológicos y su impacto en la industria o en la 

forma en que se realizan los negocios, desarrollos tecnológicos, adopción de nuevas 

tecnologías, entre otros términos. 

5. Factores Ambientales, se relacionan con el medio ambiente o sostenibilidad, como 

regulaciones ambientales, impacto ambiental, cambio climático, etc. 

6. Factores Legales, estos incluyen los aspectos jurídicos y legales, tales como regulaciones 

laborales, normativas de salud y seguridad, leyes de propiedad intelectual, entre otras. 
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Figura 4.1. Factores PESTEL. 

 

Los resultados del PESTEL normalmente son listados de factores agregados según cada 

temática, el cual se complementa con un ranking de su importancia en el contexto de análisis, 

así como su manejabilidad e impacto en el corto y largo plazo (J. P. Fernandes, 2019).  

 

Este tipo de análisis ha sido usado en diferentes contextos tales como evaluar el desarrollo 

de la industria automotriz de vehículos eléctricos en Brasil (de Sousa & Castañeda-Ayarza, 

2022),  analizar los aprendizajes del brote del COVID, evaluar la gestión de residuos 

sanitarios (Thakur, 2021), incluso para el análisis de los entornos que afectan a Países como 

India (McManus et al., 2007b)  o China (McManus et al., 2007a). En todos estos estudios ha 

sido usado para el diagnóstico del ambiente externo en el que se desarrollan las industrias, 

en los diferentes entornos de los Países o sectores analizados. Este método es generalmente 

combinado con otras técnicas como el análisis de fuerza de Porter o el análisis de Amenazas, 

Debilidades, Fortalezas y Oportunidades (DAFO). Juntos, se constituyen en valiosos 

mecanismos que permiten determinar estrategias para el desarrollo organizacional o 

Institucional.  

 

En este sentido, el presente trabajo de investigación integra en el análisis textual, un léxico 

que va a permitir identificar palabras dentro de los términos que forman los tópicos 

generados, y así poder precisar los factores externos que están relacionados con los 

diferentes tópicos encontrados de la extracción de noticias localizadas en la web. 
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5.1. INTRODUCCIÓN 

 

En los apartados previos se han podido analizar y estudiar a profundidad los aspectos 

significativos relacionados a la MDT y al AEDT. Partiendo de estas premisas, en el presente 

capítulo se hace un ejercicio de integración conceptual de todos estos fundamentos, con el 

propósito de sentar las bases en la generación de una metodología que permita sustentar el 

impulso para el análisis de modelamiento de tópicos obtenidos a partir de modelos 

probabilísticos LDA. Efectivamente, este abordaje metodológico resulta particularmente 

significante, ya que implementa la extracción de texto, a partir de la web, mediante técnicas 

de web scraping, desvelando la aplicabilidad sobre la transformación de las matrices 

resultantes del LDA, para la generación de las representaciones Biplot, con especial énfasis 

en el HJ-Biplot. 

 

De la misma manera, nos permite generar una representación HJ-Biplot integrando un listado 

léxico que identifica el contenido Político, Económico, Social, Tecnológico, Ambiental y 

Legal (PESTEL), en correspondencia a los tópicos obtenidos a partir del análisis LDA. 

 

Es importante resaltar que en la actualidad existe abundante información textual disponible 

en la web y que se puede encontrar en noticias, redes sociales, sitios institucionales y más. 

De esto se puede inferir la necesidad de seguir efectuando iniciativas, en las que 

investigadores y académicos centren sus esfuerzos en el análisis de la extracción de texto de 

la web o de bases de datos estructuradas. Con el fin de promover nuevas perspectivas para 

la generación de un enfoque integral a partir de los hallazgos teóricos de la presente 

investigación, aplicando metodologías que permitan la determinación de temas ocultos, sus 

relaciones e interacciones de estas con el entorno PESTEL, se desarrolla un proceso 

metodológico nombrado LDABiplots. 

 

5.2. METODOLOGÍA LDABIPLOTS. 

 

Se hace evidente que, en correspondencia con las técnicas revisadas a lo largo de esta 

investigación, estas permiten el análisis de datos textuales. Todos estos aportes técnicos se 

han tratado de manera individual o agrupadas con otras técnicas que no necesariamente se 

relacionan al objeto del presente trabajo. 
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Por ello, se infiere la incorporación de la integración del modelado de tópicos LDA con las 

representaciones Biplot, enfatizando en el HJ-Biplot, e incluyendo la extracción de texto a 

partir de la Web, así como un análisis de los factores del macroentorno PESTEL (Fahey & 

Narayanan, 1968) de los textos analizados.  

 

En este orden de ideas, se propone el siguiente orden metodológico a aplicarse, denominado 

LDABiplots: 

 

i. Definir términos claves de búsqueda en la WEB. 

ii. Realizar el scraping de la Web para la extracción de la información que contenga los 

términos claves. 

iii. Estructurar la información obtenida del scraping. 

iv. Preprocesar el texto mediante la Tokenizacion, eliminación de palabras que no aportan 

a los análisis (stop word) y Normalización. 

v. Construir tablas léxicas 

vi. Realizar el modelado de tópico LDA. 

vii. Obtener las matrices de probabilidad del LDA 

viii. Transformar la matriz que indica la probabilidad de que cada palabra pertenezca a cada 

tópico generado. 

ix. Generar las representaciones Biplot, y HJ-Biplot incorporando el listado de palabras que 

representan el entorno PESTEL (HJ-Biplot_PESTEL). 

x. Generar representaciones tradicionales de los tópicos obtenidos. 

 

En la figura 4.1, se observa el esquema de la metodología propuesta, para la integración de 

los métodos Biplot en el modelado de tópicos. 
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Figura 5.1. Representación Metodología LDABIPLOTS 

 

LDABIPLOTS, nos va a permitir representar mediante un HJ-Biplot los tópicos generados 

por el LDA de un corpus de partida, para que, integrando la matriz phi obtenida y el léxico 

PESTEL, podamos observar gráficamente las relaciones de las palabras en su contexto del 

macroentorno con los tópicos del modelado. Así como, obtener en un espacio de baja 
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dimensión, una alta calidad de representación de los tópicos obtenidos y documentos 

analizados simultáneamente.  

 

5.3. INTEGRACIÓN DE MÉTODOS BIPLOT AL ANÁLISIS DEL MODELADO 

DE TÓPICOS LDA 

 

Una vez planteada la metodología, y antes de explicar la integración de estos métodos en un 

software que admita su aplicabilidad, se revisará, con detalle, el proceso de transformación 

de las matrices obtenidas del modelo LDA, así como la incorporación del listado de palabras 

asociadas al PESTEL. 

 

5.3.1. TRATAMIENTO DE MATRICES DEL LDA. 

 

Tal como se explicó en el capítulo dos, destaca el denominado LDA como uno de los 

métodos probabilísticos usados para el modelado de temas o tópicos. En este sentido, la 

presente investigación tiene como sustento fundamental el modelo propuesto inicialmente 

por Blei (D. M. Blei et al., 2003), que luego incorporó algoritmos eficientes para las 

inferencias (Steyvers & Griffiths, 2007), usando un modelo generativo para inferir la 

distribución de temas para documento, así como la distribución de palabras para cada tema 

(D. M. Blei & Lafferty, 2009). 

 

Desde estas premisas, nos enfocaremos en las matrices generadas al aplicar el Teorema de 

Bayes. El propósito es inferir la distribución de temas en cada documento y distribución de 

palabras para cada tema, al maximizar la probabilidad posterior de los datos, dados los 

parámetros del modelo. 

 

a.  Matriz PHI.  

 

La matriz que muestra la distribución de palabras para cada tema se conoce como Phi ( 𝜑). 

Esta resulta del cálculo denotado en la ecuación (21). Así, el algoritmo LDA asigna cada 

palabra de cada documento a un tema y luego calcula la probabilidad de que cada palabra 

aparezca en cada tema (D. M. Blei & Lafferty, 2009). 
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b. Matriz Theta. 

 

La matriz theta (𝜃), es la resultante de la aplicación de la ecuación (19) en el LDA. Muestra 

la probabilidad de que cada documento pertenezca a cada tema o tópico. En este orden, el 

algoritmo calcula la probabilidad de que cada documento pertenezca a cada tema, a partir de 

la asignación de cada palabra, de cada documento, a un tópico.  

Figura 5.2. Esquema de Obtención de Theta y Phi del LDA de Blei (2003) 

 

Desde este contexto, para la representación de estas matrices se han venido usando varias 

técnicas, como el LDavis (Sievert & Shirley, 2014), la cual, integra el escalado 

multidimensional (MDS) para visualizar la similitud de los tópicos, en referencia a los 

términos que lo contienen. También por medio de un dendograma de calor (HeatMap), que 

muestra los valores reordenados por la media o alguna medida dada por el usuario, de un 

conjunto de datos, en una escala de colores (Gu et al., 2016). 

 

5.4. HJ-BIPLOT COMO REPRESENTACIÓN DE MATRICES DE 

PROBABILIDAD DEL LDA. 

 

En la presente intención doctoral, se propone la representación HJ-Biplot, para la 

visualización de d documentos, los cuales, tienen características en común como, por 

ejemplo, autores, diarios de noticias, año en particular, revistas, entre otras. Es decir, el 

corpus está formado por múltiples d documentos que se clasifican por una característica en 

común, en la cual puede agruparse. 

 

Así, para la realización del análisis propuesto, primero, se debe obtener la matriz 𝜃, que nos 

muestra la probabilidad conjunta de que cada documento pertenezca a cada tópico. A partir 
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de la traspuesta de esta matriz, se calcula la probabilidad media de cada conjunto de 

documentos agrupados, de acuerdo con la característica en común analizada por el usuario 

(ejemplo múltiples noticias de un diario, donde cada noticia se considera un documento). Es 

decir, si se tienen cinco noticias de un periódico, cada noticia es un documento que tiene una 

probabilidad de pertenecer a un tópico. Se calcula la probabilidad media de los cincos 

documentos, que sería la probabilidad media de ese diario de pertenecer a un tópico. 

 

𝑑ik̅̅̅̅  =  
𝑑i1 + 𝑑i2 … + 𝑑in

𝐷
                                                        (24)  

 

Donde;  

𝑑ik̅̅̅̅  , es la probabilidad media de cada i-ésimo conjunto de documento pertenezca a k-ésimo 

tópico. 

𝑑in , es la probabilidad de que un i-ésimo documento pertenezca a un n-ésimo tópico. 

D, es la longitud del conjunto de documentos. 

𝜃𝑇, Matriz traspuesta de theta. 

 

A partir del cálculo de cada  𝑑ik̅̅̅̅  , de todos los conjuntos de documentos de la matriz   𝜃𝑇 , 

estos valores de probabilidad media son representados en una matriz X; donde los individuos 

son los tópicos generados en el modelo LDA y las variables son los conjuntos de 

Documentos. De esta forma se obtiene la representación HJ-Biplot, que permite estudiar las 

relaciones entre tópicos generados o, entre los documentos o, las contribuciones que tienen 

los tópicos, con cada conjunto de documentos y en correspondencia con el procedimiento 

explicado en el capítulo 3.  

Figura 5.3. Esquema de transformación de matriz theta, para el HJ-Biplot. 
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Hasta lo analizado en este apartado, se ha generado un estudio práctico de las noticias de 

España, referentes al COVID-19, donde se analizaron 48112 noticias del 1 de enero del 2019 

al 27 de mayo del 2022 de los tres diarios de mayor circulación (Pilacuan-Bonete, Galindo-

Villardón, & Delgado-Álvarez, 2022), el cual se encuentra publicado en la revista 

Mathematics que actualmente es Q2 en ranking SJR y Q1 en ranking JCR (Aporte científico 

1). 

 

Cabe destacar que, la propuesta en estudio permite integrar un léxico de palabras 

relacionadas al análisis de los factores del macroentorno de una organización, tales como: 

Políticos, Económicos, Sociales, Tecnológicos, Ambientales y Legales. Esta integración de 

palabras se realiza a partir del resumen del modelo resultante de la matriz phi (𝜑), donde se 

detallan las palabras que componen cada modelo.  

 

Así, para la representación HJ-Biplot de la matriz phi, identificando los factores PESTEL, 

se genera la visualización con seis clústeres; cada uno indica uno de los factores del léxico. 

De acuerdo con ello, cada palabra que conforma este listado se convierte en un identificador 

de cada palabra de la matriz phi que se analiza en el Biplot. 

 

Esto nos permite analizar las relaciones entre palabras caracterizadas por los seis factores 

del macroentorno, así como las contribuciones de estas palabras con los tópicos. 

Adicionalmente, se pueden observar las relaciones que tienen los tópicos, considerando las 

palabras analizadas en el modelado LDA. 

 

Es significativo destacar que todos los análisis explicados, hasta este momento de la 

investigación, requieren un soporte computacional para su desarrollo. Esto es debido a que 

el modelado LDA requiere del cálculo de una inferencia, explicada en el apartado 2.4.2.3, 

que detallaremos en el capítulo 6, así como la obtención del HJ-Biplot y la identificación de 

los clústeres, lo que requiere de un proceso ágil para su desarrollo. 

 

Es así como todas estas técnicas serán propuestas en un software, de acceso abierto, para la 

comunidad de investigadores y científicos; como aporte significativo de esta iniciativa 

doctoral.  

 



 

 

 

 

 

 

 

 

 

 

 

 

CAPÍTULO VI 

6. LDABIPLOTS  
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6.1. INTRODUCCIÓN 

 

Hemos descrito en apartados anteriores la teoría de los métodos analizados, así como su 

integración, con el objeto de poder generar representaciones Biplot. Estas representaciones 

nos van a permitir interpretar y analizar relaciones entre tópicos, contribuciones de los 

tópicos a los documentos, relaciones y similitud de documentos. Integran una clasificación, 

para identificar las palabras que contienen los tópicos, lo que permite relacionarlas con el 

entorno macro ambiental PESTEL. 

 

Con la globalización, el avance de los procesos digitales y la masificación del internet en 

todas las áreas de la vida, se hace casi necesario que los procesos de investigación cuenten 

con herramientas que permitan realizar análisis más eficientes y rápidos. Los investigadores, 

en vista de esta necesidad, buscan mecanismos digitales que les permitan ser eficientes en 

obtener los resultados, por ello siempre persiguen herramientas que integren nuevos sistemas 

computacionales. 

 

Estas operaciones, sin ayuda de sistemas computacionales se volverían tediosas y 

demoradas, haciendo complejos sus análisis. Por ello se propone integrar todas las técnicas 

expuestas en un ambiente computacional de acceso libre. 

 

En este capítulo revisaremos todos los procesos de integración desde la extracción web de 

texto, hasta las representaciones Biplot, integrando el léxico PESTEL al HJ-Biplot. 

Analizaremos paso a paso las entradas requeridas para el modelado y las salidas resultantes 

de cada proceso, con la finalidad que el usuario pueda realizar los análisis de manera 

eficiente y rápida. 

 

6.2. PAQUETE LDABIPLOTS 

 

El uso de software libre se ha extendido entre desarrolladores, estadísticos, matemáticos e 

investigadores de diversas áreas. R es un lenguaje de programación de código abierto, 

conocido como un entorno de software libre para computación, estadísticas y 

representaciones gráficas, usado en una variedad de plataformas como Windows, MacOS y 

Unix (R Core Team, 2023). 
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En el repositorio de R, conocido como Comprehensive Archive Network (CRAN), se cuenta 

con 60 paquetes agrupados dentro del tópico de procesamiento de lenguaje natural (Fridolin, 

2022), y en la biblioteca rdrr.io, donde se almacena un índice completo de paquetes de R, se 

cuenta con 284 paquetes relacionados con modelado de tópicos y 18 paquetes que permiten 

realizar representaciones Biplot. 

 

Entre los más descargados para el análisis LDA, tenemos: 

 

- lda, desarrollado por Chang en 2015, donde implementa LDA y modelos relacionados, 

usando el muestro de Gibbs colapsado para la inferencia (J. Chang, 2015). 

- ldatuning, donde Nikita, implementa diferentes métricas para estimar el número de K 

optimo más adecuado para los modelos (Nikita & Chaney, 2020). 

- topicmodels, se proporciona una interfaz para el código c para LDA y modelo de temas 

Correlacionados (CTM), con un ajuste para los modelos basado en el muestreo de Gibbs 

(Grün et al., 2023). 

- LDavis, permite crear visualizaciones interactivas basadas en la web de un modelo de 

tópicos mediante LDA, creando una interacción interactiva con D3.js en un navegador web 

(Sievert & Shirley, 2014). 

 

No se encontraron paquetes en el CRAN de R que integren LDA con los métodos Biplot, 

adicionales al generado como producto de la presente investigación. Basado en esto, el 

objetivo de la creación del paquete LDABiplots es permitir que los usuarios generen modelos 

LDA y representaciones Biplot con mayor agilidad y de manera interactiva, en referencia a 

la metodología propuesta, los códigos del paquete se pueden encontrar en la CRAN y en 

siguiente enlace de GitHub, https://github.com/Pilacuan-Bonete-Luis/LDABiplot  

 

Para generar un proceso interactivo de uso, se utiliza el paquete Shiny, el cual permite crear 

aplicaciones fáciles de usar para los usuarios, permitiendo que estos interactúen con los datos 

y sus análisis (W. Chang et al., 2022). Existen 170 paquetes interactivos desarrollados con 

shiny en el CRAN de R, algunas de estas permiten generar modelos LDA, como: 

 

- Shinylda, el cual permite crear modelos LDA a partir de la carga de archivos con una 

sola entrada de texto por fila (Boyes, 2020).  

- LDAshiny, la cual proporciona una interfaz interactiva para realizar revisión de la 

https://github.com/Pilacuan-Bonete-Luis/LDABiplot
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literatura científica usando solamente el modelado LDA (De La Hoz-M et al., 2021). 

Boyes y de la Hoz no aplican representaciones Biplot en sus paquetes shiny de R. Sin 

embargo, De la Hoz (2020) aplica en un estudio de las publicaciones científicas de 

acuicultura el Biplot dinámico, para representar los tópicos predominantes obtenidos del 

LDA en las diferentes revistas científicas de los años 2000 a 2019, estudiando la evolución 

de las publicaciones por los años a partir solamente de la matriz theta (De La Hoz Maestre, 

2020) usando el paquete de R dynBiplotGUI (Egido, 2020). En nuestra propuesta se genera 

un paquete que integra el raspado web (webscraping), el modelado de tópicos LDA, las 

técnicas Biplots y un léxico de factores PESTEL, para representar las palabras del corpus de 

la matriz phi y etiquetadas por los factores del macroentorno para representarlas en un HJ-

Biplot, esta representación la llamaremos LDA_HJ-Biplot_PESTEL. 

 

El entorno de R, soportado por la infraestructura del CRAN, permite que las aplicaciones 

estén a disposición de toda la comunidad que usa este entorno para sus análisis. El paquete 

LDABiplots está ya disponible gratuitamente desde el CRAN de R (https://cran.r-

project.org/web/packages/LDABiplots/index.html),  y a la fecha se cuenta con más de 1850 

descargas desde su publicación en Julio del 2022 (https://cranlogs.r-pkg.org/badges/grand-

total/LDABiplots). 

Figura 6.1. LDABiplots publicado en CRAN de R 

https://cran.r-project.org/web/packages/LDABiplots/index.html
https://cran.r-project.org/web/packages/LDABiplots/index.html
https://cranlogs.r-pkg.org/badges/grand-total/LDABiplots
https://cranlogs.r-pkg.org/badges/grand-total/LDABiplots
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La aplicación cuenta con soporte en español e inglés para uso de los investigadores, donde 

se explica con detalle su uso. Los tutoriales disponibles pueden ser consultados desde el 

CRAN, a través de los siguientes enlaces: 

 

- Español: https://cran.r-project.org/web/packages/LDABiplots/vignettes/Tutorial_LDABiplots_Spanish.html 

- Inglés: https://cran.r-project.org/web/packages/LDABiplots/vignettes/Tutorial_LDABiplots_English.html 

 

6.2.1. DESCRIPCIÓN DEL LDABIPLOTS 

 

El programa LDABiplots se basa en enfoques de modelado de tópicos y representaciones 

Biplot. Las principales contribuciones de este software son: a) proponer combinación de 

métodos y paquetes usados para el modelado de tópicos y visualizaciones de los Biplot, b) 

incorporar una transformación de la matriz theta del LDA para las representaciones Biplot, 

y c) incorporar un léxico PESTEL en la representación HJ-Biplot de la matriz phi para 

relacionar el macroentorno externo con los tópicos obtenidos. 

 

Basado en las premisas desarrolladas y revisadas en capítulos anteriores, y en la metodología 

detallada en el punto 5.2 de esta tesis, se va a considerar el proceso en seis pasos: (1) 

Obtención de la información, (2) Preprocesamiento del corpus, (3) Inferencia de tópicos, (4) 

Obtención del Modelo basado en LDA, (5) Representaciones Biplot, (6) representación HJ-

Biplot del entorno PESTEL. 

 

6.2.1.1. OBTENCIÓN DE INFORMACIÓN 

 

La herramienta desarrollada permite dos formas de obtener la información para ser 

preprocesada: a) El raspado web, también conocido como webscraping, y b) A partir de una 

data estructurada en archivo xlsx. 

 

a)  Webscraping. 

 

La obtención de datos por medio del raspado web es una técnica utilizada para extraer 

información de sitios en la WWW de manera automática. Implica enviar solicitudes a un 

servidor de páginas web y analizar el código de lenguaje de marcado de hipertexto (Hyper 

Text Markup Language, HTML) retornado, este permite generar una serie de etiquetas o tags 

https://cran.r-project.org/web/packages/LDABiplots/vignettes/Tutorial_LDABiplots_Spanish.html
https://cran.r-project.org/web/packages/LDABiplots/vignettes/Tutorial_LDABiplots_English.html
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que permiten definir la estructura y el formato de los elementos en una página web. Así 

mismo, se permite analizar el lenguaje de marcado extensible (Xtensible Markup Language, 

XML), que permite crear etiquetas personalizadas para definir elementos y atributos 

específicos relacionados con el contenido que se está representando (Markov & Larose, 

2007). 

 

LDABiplots, se centra en la extracción web de la página www.google.com, mediante la 

extracción de noticias web. Se basa en la estructura del análisis de nodos HTML de la página 

de Google, usando como base para la extracción el paquete Rvest (Wickham Hadley, 2019), 

y RCrawler (Khalil & Fakir, 2017), las cuales, a partir de las URL de Google, navegan en la 

web extrayendo la información de acuerdo con lo requerido por el usuario. 

 

Dado que Google presenta la información paginada, es decir en diferentes páginas web, el 

código del paquete permite la extracción considerando esta característica. La información 

extraída es almacenada en formato separado por comas (Comma Separated Values, CSV) 

para el posterior preprocesamiento del texto adquirido en la web de noticias. 

Figura 6.2. Código de Webscraping del LDABiplots. 

 

http://www.google.com/
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b) CARGA DE DATOS DESDE ARCHIVO 

 

Esta opción del paquete nos permite cargar desde un repositorio local del usuario, archivos 

en formato xlsx, para lo cual se utiliza el paquete readxl (Wickham, Bryan, et al., 2023). Para 

el uso de esta opción, los datos deben estar estructurados como una matriz de tres columnas, 

las cuales se requieren, tanto para el análisis en español como en inglés, en el siguiente 

formato: 

 

- Columna 1: ID, código de identificación de los documentos. 

- Columna 2: Newspapers, el nombre de los diarios de noticias, también se puede aplicar 

para el nombre de revistas, u otras, de acuerdo con los datos de esta columna se pueden 

generan agrupaciones, por lo cual es importante que esta columna contenga características 

comunes de los documentos a analizar. 

- Columna 3: News, es donde se encuentra contenido el texto a ser analizado por cada uno 

de los documentos. 

Figura 6.3. Estructura de formato xlsx a Importar 

 

6.2.1.2. PREPROCESAMIENTO DEL CORPUS 

 

Una vez obtenidos los datos, los procesos descritos en el capítulo uno, apartado 1.3.3 y 1.4, 

nos permiten obtener la matriz léxica a ser procesada. Dada estas premisas, y a partir de la 

obtención del texto, bien sea de un archivo o de la web de noticias de Google, el programa 

permite realizar una serie de transformaciones y limpieza en los datos textuales, antes de 

generar el modelado de tópicos, Estos pasos son: 

 

- Limpieza de datos, permite eliminar espacios en blanco en el texto, caracteres especiales, 

acentos y signos de puntuación. También nos ayuda a convertir el texto a minúscula y/o 

quitar documentos duplicados. El paquete base que nos permite realizar esta tarea es dplyr, 

que permite la manipulación de objetos gramaticales (Wickham, Francois, et al., 2023). 
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- Tokenización, consiste en dividir el texto en unidades más pequeñas (Liu & Curran, 

2006), conocidas como token, que se pueden construir de acuerdo con el n-grama 

seleccionado (Sidorov, 2019). El programa nos permite la selección de Uni-gramas, Bi-

gramas o Tri-gramas. 

- Remover números, se ha considerado permitir esta opción al usuario de eliminar los 

números del texto, ya que no siempre los números contienen información relevante que 

explique el texto. 

- Remover palabras Vacías, este proceso permite eliminar palabras que no aporten 

significado en la investigación, para lo cual usaremos el listado de stopword de Porter 

(Porter, 1980). Así mismo se pueden agregar palabras adicionales dentro del programa, 

dependiendo de las necesidades del usuario. 

- Normalización léxica, conformado por los procesos de lematización y stemming, el 

programa usa los léxicos “libstemmer”, el cual usa el algoritmo de derivación de Porter para 

colapsar palabras en una raíz común (Porter, 1980) y, “stopWord” de los paquetes 

SnowballC (Bouchet-Valat, 2020)  y stopwords (Benoit et al., 2021) respectivamente. 

- Sparcity, término acuñado para referirse a los términos que aparecen en muy pocos 

documentos. Este proceso elimina las palabras que no han tenido mayor presencia en la 

mayor cantidad de documentos, para lo cual se debe cumplir con la condición: 

 

𝑑𝑓(𝑡) > 𝑁(1 − 𝑆𝑝𝑎𝑟𝑐𝑒)                                                      (25) 

 

Donde,  𝑑𝑓(𝑡), es la frecuencia del termino 𝑡, y  𝑁 el número de términos. El valor de  

𝑆𝑝𝑎𝑟𝑐𝑒 va a depender del usuario. Su valor según Grimmer está entre 0.99 y 0.995, ya que 

el 0.5 % y 1% de los artículos deberían de descartarse. Si el valor es del 0.99, se tomarán 

solo los términos que aparecen en más del 1% de los documentos (Grimmer, 2010; Yano 

et al., 2012). 

Figura 6.4. Código para creación de tablas del texto extraído de la Web. 
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El preprocesamiento del corpus obtenido de la web, o de los archivos xlsx, nos permite 

obtener la bolsa de palabras para la construcción de la tabla léxica. Durante este proceso se 

van a eliminar algunas palabras de acuerdo con lo seleccionado por los usuarios, por lo que 

el mismo debe ser validado. Si bien no existe una forma científica de garantizar un 

procedimiento de “limpieza” idéntico al realizar una revisión exploratoria (Asmussen & 

Møller, 2019b). 

 

Al finalizar este proceso se obtiene una matriz DTM, la cual nos va a servir para desarrollar 

los procesos posteriores. En la figura 5.5, se observa el código de R usado en LDABiplots 

para el preprocesamiento y obtención de la matriz. 

 

Figura 6.5. Código de preprocesamiento del LDABiplots 
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6.2.1.3. INFERENCIA DE TÓPICOS 

 

El modelado de tópicos LDA requiere que se preasigne un valor a priori de K (número de 

temas o tópicos). Se deberá tener en cuenta que un valor de K pequeño, cercano a 1, puede 

generar tópicos amplios y heterogéneos y un valor alto producirá tópicos demasiado 

específicos (Sbalchiero & Eder, 2020). Existen varias métricas para establecer el valor de K, 

como el de inferencia variacional, usado por Blei en su propuesta original (D. M. Blei et al., 

2003); o el de coherencia, que se basa en la hipótesis de distribución conjunta que establece 

que las palabras con interpretaciones similares tienden a coexistir en contextos similares 

(Cao et al., 2009; Mimno et al., 2011). De acuerdo con Mimno, la coherencia del tópico está 

dada por: 

 

  𝐂(τ, Vτ)  =  ∑ ∑ log
𝐷(𝑡𝑚

𝛕 , 𝑡𝑙
2) + 1

𝑑𝑓(𝑡𝑙
𝛕)

𝑚−1

𝑙=1

𝑀

𝑚=2

                                       (26) 

 

Donde, 𝑑𝑓(𝑡𝑙
𝛕) es la frecuencia de documento de la palabra t,  𝐷(𝑡𝑚

𝛕 , 𝑡𝑙
2) la frecuencia de co-

documento de las palabras t y t* y,  𝐂(τ, Vτ) mide la coherencia del tema  𝛕  como la suma 

de la similitud de distribución por pares para las M palabras mas probables en el tópico. 

 

Estos métodos se consideran de evaluación intrínseca, ya que para seleccionar el valor de K 

usan medidas internas basadas en las características de los datos. En resumen, no existe un 

proceso único y definitivo para determinar el valor óptimo de K, por lo que en ciertas 

situaciones se requiere del juicio de un experto que se ajuste a los objetivos y características 

del análisis. 

 

LDABiplots incorpora el método intrínseco de coherencia, incorporado en el paquete 

TextmineR. Este proceso consiste en: (a) Entrenar el modelo con diferentes valores de K. 

(b) Extraer las palabras más relevantes de cada K generado. (c) Calcular la coherencia del 

tema midiendo la similitud semántica entre las palabras claves dentro de cada uno (Collins 

& Loftus, 1975). (d) Calcular el promedio de coherencia de cada tema. (e) Seleccionar el K 

con la coherencia más elevada (Jones Tommy & Doane William, 2019). 

 

Este proceso es computacionalmente complejo, por lo que se deben seleccionar parámetros 



   

100 
 

a priori para generar la inferencia, tales como, el rango de temas en el que se desea evaluar 

el modelo, el número de interacciones que se requieren y el parámetro de parada del modelo. 

Para las interacciones del modelo se usa el muestreo de Gibbs, que tiene como objetivo 

generar una cadena de Márkov que tenga la distribución posterior objetivo como su 

distribución estacionaria. Es decir, después de varias iteraciones de recorrer la cadena, el 

muestreo de la distribución debería de converger para estar cerca del muestreo posterior 

deseado (Steyvers & Griffiths, 2007).  No hay forma de saber cuántas iteraciones se 

requieren para alcanzar la distribución deseada, sin embargo, en la practica el muestro de 

Gibbs es bastante potente computacionalmente y presenta un mejor rendimiento (Darling, 

2011).  

 

Para la generación de la inferencia y del modelo LDA, se debe ingresar el valor del 

hyperparámetro 𝛼, teniendo en cuenta que un valor alto genera documentos con una mayor 

densidad temática, lo que significa que un documento contenga una combinación del mayor 

número de tópicos; mientras que un valor bajo, conduce a documentos más esparcidos, 

donde cada documento contenga unos pocos tópicos dominantes, o incluso solo 

uno.(Griffiths & Steyvers, 2004). Varios autores han definido algunas reglas para determinar 

el valor de alfa, como: 

 

- Griffiths, que usa un valor de 𝛼 = (0.1 ,
50

𝐾
) (Griffiths & Steyvers, 2004). 

- Asunción, propuso un 𝛼 = (0.1 , 0.1) (Asunción et al., 2012). 

- Rehůřek and Sojka, indicaron que, para corpus muy extenso es conveniente un 

 𝛼 = (
1

𝐾
 ,

1

𝐾
) (Řehůřek & Sojka, 2010). 

 

Por defecto el paquete usa un valor de 0.1 para el cálculo de la inferencia, pero permite al 

usuario colocar un valor, dadas las premisas consideradas anteriormente. Para el cálculo del 

proceso de inferencia se usa el paquete textmineR (T. Jones et al., 2021). 
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Figura 6.6. Sección de Código para la Inferencia de K. 

 

6.2.1.4. OBTENCIÓN DEL MODELO LDA 

 

Una vez conocido el valor del número de tópicos K, con la función FitLDAModel del 

paquete TextmineR de R (T. Jones et al., 2021), se genera el modelo LDA. El proceso parte 

de la bolsa de palabras de cada documento, es decir, no se tiene en cuenta el orden en que 

aparecen las palabras, sino la frecuencia con las que aparecen en el documento. 

 

A partir del modelo generativo, revisado en el punto 2.4.2.2, y considerando la terminología 

explicada, se procede a obtener el modelo. Para lo cual, se requiere conocer el valor de 

ciertos parámetros, tales como: el valor del número de tópicos a partir de la coherencia del 

análisis de inferencia previo revisado en el punto anterior (k), los valores de las iteraciones 

y el periodo de quemado (Burn-it) de la inferencia basado en el muestreo de Gibbs, el valor 

del hyperparámetro alpha. 

 

De la ecuación 18 y de las probabilidades detalladas en la misma, y basados en que los 

documentos fueron generados por medio del modelo generativo, el LDA nos permite 
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calcular la matriz theta y phi, las cuales serán objeto de transformación y análisis de acuerdo 

con lo revisado en el apartado 4.3.1.  

 

El principio general del proceso de inferencia a partir del muestreo de Gibbs  (Darling, 2011; 

Steyvers & Griffiths, 2007), se basa en: 

 

1. Inicialización, Se selecciona aleatoriamente un tema para cada palabra en cada 

documento de una distribución multinomial. 

2. Muestreo de Gibbs,  

a. Para i iteraciones 

b. Para el documento d en documentos. 

i. Para cada palabra en el documento d: 

1. Asigne un tópico a la palabra actual en función de la probabilidad del este, dado el tema 

de todas las demás palabras mostrada en la ecuación (18). 

 

En resumen, LDA nos permite encontrar parámetros desconocidos (latentes) en el corpus, 

tales como, el número de tópicos (k), la mezcla de tópicos del documento, la distribución de 

palabras de cada tópico, y la asignación del tema de cada palabra en cada documento para 

así determinar la combinación de los tópicos de cada documento. 

Figura 6.7. Código del LDABiplots para obtener el LDA del corpus. 
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Los tópicos requieren un etiquetado que debe ser validado por parte de un experto en el 

campo de la investigación sobre el cual se realiza el análisis, ya que las etiquetas dadas por 

el modelo LDA, podrían tener un etiquetado y resultado no valido (Asmussen & Møller, 

2019c).  

 

6.2.1.5. REPRESENTACIONES BIPLOT 

 

A partir de las obtenciones de la matriz theta y phi del LDA y de la transformación realizada 

de 𝜃, abordados en el punto 4.3.1. LDABiplots nos permite agrupar esta matriz de acuerdo 

con ciertas características de los documentos, para poder ser representadas estas 

características comunes en una visualización Biplot. 

 

El paquete genera visualización de los Biplot Clásicos de Gabriel  (Gabriel, 1971), 

analizados en el apartado 3.2.1, y del HJ-Biplot tratado en el punto 3.2.2 propuesto por 

Galindo (Galindo-Villardón, 1986). Para lo cual se deben seleccionar ciertos parámetros que 

permitirán la generación de la representación deseada. 

 

Entre los parámetros que se debe seleccionar figura el tipo de centrado y escalado de la 

matriz de covarianzas. Y así poder obtener los resultados del Biplot, como: 

 

- Los Valores Propios (Eigenvalues), que representan la importancia relativa de cada eje 

principal en la explicación de la variabilidad de los datos originales. Un valor propio alto 

para un determinado eje principal indica que ese eje captura una proporción significativa de 

la variabilidad total de los datos.  

- Proporción de Varianza explicada (Variance explained), la cual se calcula de la división 

de cada valor propio por la suma total de los valores propios, se refiere a la cantidad de 

variabilidad de los datos originalmente presente en las variables que se representan en el 

Biplot. 

 

Los ejes con valores propios más altos capturan la mayor parte de la variabilidad de los datos 

originales y, por lo tanto, explican una proporción mayor de la varianza total (Greenacre, 

2012). Adicionalmente el paquete nos da las coordenadas de las variables y de los 

individuos. 
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Para la generación de los Biplot, a partir de lo enunciado, se generaron las funciones en 

código de R de cada una de las visualizaciones en el LDABiplots, observadas en las 

siguientes graficas. 

Figura 6.8. Función HJ-Biplot del LDABiplots 

 

 

 

 

 

 

 

 

Figura 6.9. Función GH-Biplot del LDABiplots 

 

 

 

 

 

 

 

 

Figura 6.10. Función JK-Biplot del LDABiplots 
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Figura 6.11. Sección de Código de generación de Biplot del paquete. 

 

6.2.1.6. REPRESENTACIÓN HJ-BIPLOT DEL ENTORNO PESTEL 

 

La finalidad de representar en un HJ-Biplot los términos que tengan relación con el 

macroentorno del ambiente, es la de evaluar como una organización, sector u objeto de 

análisis puede verse afectado por el entorno externo. Fahey (Fahey & Narayanan, 1968) 

detalló seis categorías revisadas en el capítulo 4.3 de este proyecto. 

 

Para este objetivo, se va a usar la técnica de diccionarios lexicográficos, que recopila y 

presenta de manera sistemática las palabras o términos de un idioma, y que pueden 

proporcionar información detallada sobre el significado, uso, etimología y otras 

características. Un ejemplo de estos son los diccionarios lexicográficos usados para el 

análisis de sentimiento, el cual categoriza palabras como positivas, negativas o neutras 

(Ramesh et al., 2015).   
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Tomando en consideración lo mencionado, LDABiplots genera agrupaciones mediante 6 

clústeres (uno para cada factor). Este proceso se realizó con el uso de un léxico que identifica 

palabras correspondientes a cada uno de los factores del PESTEL. El listado se ha formado 

con 16166 términos inherentes a los factores detallados por Fahey y Perera (Fahey & 

Narayanan, 1968; Perera, 2020), tomados de diferentes diccionarios de índices, como: 

 

- Índice Político, tomado del Diccionario Constitucional Chileno (García et al., 2016), y 

del Índice Político del Sistema Argentino de Información Jurídica (SAIJ, 2016). 

- Índice Económico, términos recogidos del Diccionario de términos económicos 

(Sepúlveda, 2004) 

- Índice Social, listado adaptado del Diccionario de trabajo social (Ander-Egg, 2000), 

Diccionario de urbanismo y ordenación (Zoido N et al., 2000) y diccionario de términos de 

Psicología (Cosacov, 2007). 

- Índice Tecnológico, basado en los términos del Diccionario técnico de Beigbeder 

(Beigbeder, 2006) y del manual de términos tecnológicos de Sánchez (Sánchez et al., 2018). 

- Índice Ambiental, adaptado del diccionario de términos ambientales de Camacho 

(Camacho B & Ariosa R, 2000) 

- Índice Legal, términos recopilados del diccionario Jurídico elemental de Cabanelas 

(Cabanelas, 2003) y del Diccionario jurídico de Guillien (Guillien & Vincent, 2021). 

 

Algunos términos fueron tomados del glosario de términos financieros, contables, 

administrativos, económicos y legales de Vidales (Vidales, 2003). El léxico generado 

PESTEL, se puede encontrar dentro del propio paquete de R, o en el siguiente enlace de 

GitHub:  

https://github.com/Pilacuan-Bonete-Luis/lexico_PESTEL/blob/main/PESTEL 

https://github.com/Pilacuan-Bonete-Luis/lexico_PESTEL/blob/main/PESTEL
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Figura 6.12. Sección del Léxico PESTEL 

 

LDABiplots, a partir del léxico PESTEL anterior, crea un listado de factores que serán la 

base de la identificación de cada palabra contenida en los tópicos generados. La matriz phi 

será representada por medio de un HJ-Biplot, añadiendo como clústeres el léxico de factores 

externos, permitiendo observar las relaciones que tienen estas palabras con los tópicos 

generados y las contribuciones de cada factor PESTEL con los diferentes temas analizados. 

 

Figura 6.13. Código de generación de clúster PESTEL en el HJ-Biplot 



 

 

 

 

 

 

 

 

 

 

 

 

 

CAPÍTULO VII 

7. APLICACIÓN PRÁCTICA LDABIPLOTS  
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7.1. INSTALACIÓN DEL PAQUETE LDABIPLOTS 

 

El entorno de desarrollo integrado (IDE) utilizado principalmente para programar en el 

lenguaje de R, denominado RStudio, proporciona un conjunto de herramientas diseñadas 

específicamente para facilitar la escritura, depuración y ejecución de códigos (Posit, 2023). 

En este entorno se debe de instalar el paquete LDABiplots, escribiendo el código de la figura 

(7.1). 

 

 

Figura 7.1. Códigos de Instalación de LDABiplots en RStudio. 

 

Al ejecutar estos comandos se mostrará la pantalla principal del LDABiplots, en la cual se 

presenta el menú siguiente. También se encuentran unas banderas que permiten seleccionar 

el idioma deseado, para que el usuario pueda leer la introducción del paquete. 

  

Figura 7.2. Pantalla de Menú del LDABiplots 

 

7.2. MENÚ IMPORTACIÓN DE DATOS 

 

Para mostrar el funcionamiento de la metodología anteriormente expuesta, se procederá 

a procesar los datos extraídos del 1 de enero del 2019 al 27 de mayo del 2022, con los 
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términos de búsqueda “Covid”, “Coronavirus”, de los tres diarios de mayor circulación de 

España “El país”, “El Mundo” y “20minutos”. Esta extracción se realizó utilizando un 

raspado web de la estructura HTML de las mencionadas páginas web. El raspado se genera 

de las etiquetas <h2>, <h1>, <a>, entre otras, de los cuerpos <body> contenidos en los 

documentos <html> que componen la página web de cada uno de los diarios.  

 

 

Figura 7.3. Página web El Mundo. Web Scraping de Etiqueta <a> 

 

 

Figura 7.4. Página web 20Minutos.  Web Scraping de Etiqueta <a> 
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Figura 7.5. Página web El País. Web Scraping de Etiqueta <h2> 

 

Los datos extraídos fueron preprocesados en Excel, para ser estructurados de acuerdo con 

la figura 6.3, y ser ingresados en la interfaz gráfica del LDABiplots. Se obtuvo así una base 

de las 48112 noticias extraídas. 

Figura 7.6. Importación de datos desde archivo xlsx 

Figura 7.7. Información de Datos textuales extraídos. 
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Para ejecutar el procesamiento en la interfaz, se debe seleccionar el tipo de tratamiento 

que se le dará a los datos textuales desde el submenú Preprocesamiento, para lo cual se 

selecciona: la separación del texto a analizarse en unigramas, la remoción de números, el 

español como lenguaje para eliminar las palabras vacías, adicionando “covid” y 

“coronavirus” en el listado, y no se seleccionó el proceso de stemming  para nuestro análisis 

ya que al cortar a la raíz se pierde información conectada con el léxico PESTEL, y se marcó 

un sparcity de 0.995. Obteniendo así una matriz DTM de 213 términos. 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.8. Parámetros para obtener DTM en el LDABiplots. 

 

Figura 7.9. DTM obtenida en el LDABiplots. 
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7.3. MENÚ VISUALIZACIÓN DE MATRIZ DTM 

 

Este menú permite representar los resultados de la DTM, como una tabla de datos con los 

pesos TF-IDF de cada término, y tres representaciones gráficas, que son un gráfico de barras 

(Barplot) con las frecuencias de los términos en el DTM, una nube de palabras (Wordcloud) 

y un análisis de coocurrencia de palabras. Estas representaciones graficas permiten 

seleccionar el número de palabras a representarse en las mismas, y también permite 

descargar las imágenes en formato png y pdf. 

Figura 7.10. Barplot de términos del DTM obtenido en LDABiplots. 

Figura 7.11. Wordcloud de 31 términos del DTM obtenido en LDABiplots. 
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Figura 7.12. Coocurrencia de términos del DTM obtenido en LDABiplots. 

 

Se puede observar como las palabras están relacionadas entre ellas, las líneas mas marcadas 

muestran mayor relación a lo largo del corpus, por ejemplo, se visualiza como el termino 

nueva presenta un enlace fuerte con el termino normalidad. 

 

7.4. MENÚ INFERENCIA DE TÓPICOS 

 

Los modelos LDA requieren un valor de K inicial. El proceso de inferencia realizado en este 

proceso nos permite calcular este valor con ayuda del muestro de Gibbs y la medida de 

coherencia entre los términos de cada tópico inferido de acuerdo con el proceso del apartado 

6.2.1.3. Para lo cual en el menú de inferencia se debe seleccionar: 

 

- Candidato de numero de tópicos K (Candidate number of topics K), se debe de identificar 

el rango de tópicos para la prueba. El rango es seleccionable por el usuario, sin embargo, se 

debe de considerar el tamaño del corpus para determinar un rango. Para el ejemplo se ha 

seleccionado un rango de 2 a 20 realizando la prueba de 2 en 2 por el rango seleccionado. 

- Parámetros del Muestreo de Gibbs (Parameters control Gibbs sampling), se deberá de 

seleccionar el número de iteraciones (Iterations) del muestro basado en el muestreo de Gibbs 

y el número de las primeras N muestras a descartar Burn-in, con el fin de que se elija un N 
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que sea lo suficientemente grande. Para el ejemplo se han seleccionado 1000 iteraciones y 

un Burn-in de 5. 

- Parámetro Alpha, se debe seleccionar un valor del hiperparametro Alpha, considerando 

lo revisado en el apartado 6.2.1.3. Por defecto LDABiplots usa el valor de 0.1 para el cálculo. 

Una vez seleccionados los parámetros para la inferencia se corre el modelo haciendo click 

en el botón Run, luego de unos minutos se observará el gráfico de coherencia de tópicos. 

Este proceso demanda soporte computacional, por lo que el mismo puede tardar cierto 

tiempo, dependiendo de las características del equipo utilizado por el usuario. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.13. Inferencia de K para el modelo LDA en el LDABiplots 

  

El proceso de selección del K óptimo sugerido va a depender del usuario, ya que cuando se 

presentan varios K con valores de coherencia muy similares, es decisión del usuario 

seleccionar uno. En la figura 7.13 tenemos valores de K muy cercanos, como 14 y 18. Para 

el ejemplo, y considerando el tamaño del corpus, seleccionamos un valor de K optimo 

recomendado por el proceso de coherencia de 14 tópicos. 
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7.5. MENÚ LDA Y BIPLOT 

 

Una vez definidos el número de temas o tópicos K en el proceso de inferencia, se procede a 

generar el modelo LDA y las representaciones de los resultados, para lo cual el paquete 

cuenta con un menú donde se van a realizar los análisis LDA, Biplot y PESTEL, como se 

observa en la figura 7.14. 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.14. Menú de análisis LDA, Biplot, PESTEL 

 

7.5.1. MENÚ PROCESO LDA 

 

Partiendo de lo analizado en el apartado 6.2.1.4, se deben de seleccionar varios parámetros 

en el menú LDA para poder generar el modelo, los datos requeridos son: 

 

- K recomendado, obtenido del proceso de inferencia el cual es de 14 tópicos. 

- Iteraciones del Muestreo de Gibbs, al igual que el proceso de inferencia se propone un 

valor de 1000. 

- Burn-in, que elimina las primeras muestras del LDA, ya que son muy poco probables 

de que están se den (B. Zhang et al., 2016). Hemos seleccionado un Burn-in de 5 para nuestro 

ejemplo. 

- El Valor de Alpha, para lo cual se revisan las reglas y se recomienda seleccionar un 

valor menor que 0.1. Siguiendo las recomendaciones de Rehůřek and Sojka (Řehůřek & 

Sojka, 2010) calculamos a partir de 1/14, obteniendo un valor de 0.07. 



   

117 
 

Una vez marcados los valores de los parámetros, se debe generar el modelo haciendo clic en 

el botón de Run del menú, obteniendo después de varios minutos las matrices theta y phi 

resultantes, las cuales serán representadas con métodos clásicos y con Biplot. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.15. Parámetros para obtener el LDA. 

 

Los resultados del modelo se pueden analizar en el LDABiplots de forma tabular y gráfica. 

Dentro de los resultados tabulares tenemos:  

 

- Summary del Modelo, que es una tabla resumen, que muestra el tópico con su etiqueta 

recomendada, y los valores de coherencia y prevalencia, así como los términos de cada uno 

de los tópicos. Se recomienda la intervención de un experto del área considerada para el 

etiquetado correcto de los tópicos. 
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Figura 7.16. Matriz de Resumen del Modelo LDA. 

 

Las etiquetas dadas por el LDABiplots son recomendadas, como se indicó anteriormente se 

requiere de un experto del área analizada para etiquetarlas correctamente, en la tabla 4 se 

aprecia la etiqueta de los tópicos propuestos en este análisis. 

 

 

Tabla 7.1. Etiqueta de Tópicos obtenidos en el LDA 

 

- La Matriz Theta, la cual muestra la probabilidad de que cada noticia de los periódicos 

analizados pertenezca a cada tema o tópico generado. La sumatoria de estas probabilidades 

es igual a 1. Esta matriz será la usada para las representaciones Biplot a partir de la 

agrupación de todos los documentos que conforman un periódico, proceso revisado en el 

apartado 6.2.1.6.  

Tópicos Etiquetas Tópicos Etiquetas 

t_1 Casos Positivos t_8 Dosis Vacunas 

t_2 Nuevos Contagios t_9 Pandemia en USA 

t_3 Nueva Variante t_10 Pandemia Mundial 

t_4 Tercera Dosis t_11 Toque de Queda 

t_5 Comunidad Madrid t_12 Gobierno Madrid 

t_6 Vacunas Población t_13 Inversión del Gobierno 

t_7 Medidas Pedro Sánchez t_14 Confinamiento en Casa 
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Figura 7.17. Matriz Theta del LDA obtenida en el LDABiplots. 

 

- La Matriz Phi, la cual muestra la probabilidad de que cada palabra pertenezca a cada tema 

o tópico generado. La sumatoria de estas probabilidades es igual a 1. Esta matriz será la 

usada para las representaciones PESTEL - Biplot a partir del etiquetado de las palabras con 

el léxico PESTEL, proceso revisado en el apartado 6.2.1.6.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.18. Matriz PHI del LDA obtenida en el LDABiplots. 
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Así mismo, el paquete nos permite obtener representaciones graficas clásicas, entre las que 

se han incorporado: 

 

- Nube de Palabras por tópicos (Wordcloud by topic), el cual permite observar la 

probabilidad de las palabras con respecto al tópico de acuerdo con el tamaño de estas, en un 

gráfico del tipo nube de palabras. Se debe seleccionar el tópico deseado. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.19. Nube de Palabras por tópico. 

 

- Mapa de Calor (Heatmap), el cual permite representar el valor medio de probabilidad de 

todas las noticias que pertenecen a cada diario. Este valor medio obtenido a partir de la matriz 

theta, es la probabilidad media de que cada diario contribuya a cada uno de los tópicos.  En 

el grafico los colores más fuertes cercanos al rojo indican que los valores de probabilidad de 

los diarios en ese tópico son más altos, al contrario que para los valores más fuertes cercanos 

al azul, donde los valores de probabilidad de que las noticias de un diario pertenezcan a ese 

tópico son bajos. Se puede observar como el diario de noticias 20M tienen una alta 

probabilidad en relación al tópico 7 (medidas Pedro Sánchez) y 10 (pandemia Mundial), y 

se puede ver como el mismo diario tiene valores bajos con respecto al tópico 8 (dosis 

vacunas). 
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Figura 7.20. Mapa de Calor de la Probabilidad de que los Diarios pertenezcan a cada tópico 

 

- Clúster, en esta pestaña se pueden observar graficas de los tópicos agrupados por su 

similaridad, para esto se debe seleccionar: 

 

o El método de agrupación (Agglomeration Method), entre los que tenemos: Complete, el 

cual calcula la distancia máxima entre los puntos más alejados de dos grupos para medir la 

similitud entre ellos (El-Hamdouchi & Willett, 1989). Single, que calcula la distancia 

mínima entre los puntos más cercanos de dos grupos para medir su similitud (El-Hamdouchi 

& Willett, 1989). Ward.D, que calcula la varianza entre los grupos para minimizar la 
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varianza total dentro de todos los grupos combinados (Ward & Hook, 1963). Ward.D2, es 

una variante del ward.D que utiliza la suma de los cuadrados de las diferencias para calcular 

la varianza y medir la similitud entre grupos (Murtagh & Legendre, 2014). Average, el cual 

calcula la distancia promedio entre todos los puntos de dos grupos para medir su similitud 

(Sokal, 1963). Mcquity; este utiliza un enfoque de ponderación basado en la diferencia de 

tamaño entre los grupos, donde los grupos más pequeños tienen un mayor peso en el cálculo 

de la similitud entre grupos (Mcquitty, 1966). Median, calcula la distancia entre las medianas 

de dos grupos para medir su similitud (Bradley et al., 1996; Sarle et al., 1991). Centroid, se 

basa en el cálculo de la distancia entre los centroides de dos grupos para medir su similitud 

(Müllner, 2011; Sarle et al., 1991). 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.21. Selección de Método de distancia para los clústeres de los tópicos del LDA. 

 

o El número de clústers a generar. 

o El tipo de representación de los clústeres, entre las opciones que ofrece el paquete 

tenemos: Rectangular (Rectangle), que muestra los grupos o clústeres en forma de 

rectángulos, donde cada rectángulo representa un clúster y su tamaño puede ser proporcional 

al número de elementos en el mismo (Jain et al., 1999). Circular, donde cada clúster se 

representa como una sección del círculo y las relaciones de jerarquía se visualizan mediante 

enlaces que conectan los clústeres en función de su similitud o distancia (Rohlf, 1970). 

Filogénico (Phylogenic), donde los clústeres se representan como nodos de un árbol, y las 

relaciones de similitud o distancia entre los clústeres se visualizan mediante las ramas del 

árbol (Saitou & Nei, 1987). 
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Figura 7.22. Menú de selección de tipo de Clúster. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.23. Clúster rectangular de los tópicos del LDA. 
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Figura 7.24. Clúster circular de los tópicos del LDA. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.25. Clúster filogenético de los tópicos del LDA. 
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Se puede observar cómo los 4 clústeres generados agrupan a los tópicos, como por ejemplo 

se puede observas que un clúster asocia políticas del gobierno en España, donde se 

encuentran los tópicos 4, 6, 8 14 y 5; en otro clúster se observa el tópico 7 y 10 donde se 

tocan nuevos casos de contagio; otro clúster que agrupan los tópicos 1, 2, 11 y 13 que se 

asocian con vacunas y nuevas variantes, y un ultimo clúster con los tópicos 12, 3, 9  que 

asocia la pandemia en Madrid. 

 

7.5.2. MENÚ REPRESENTACIONES BIPLOT 

 

LDABiplots nos permite mostrar los resultados de la matriz theta y phi del LDA obtenida a 

través de representaciones Biplot. La matriz theta será tratada de acuerdo con el proceso 

explicado en el apartado 5.3.1. La matriz phi se usará para integrar la minería de texto con 

las técnicas multivariantes permitiendo analizar el entorno PESTEL. 

 

Para realizar las representaciones Biplot, se debe de generar primeramente el LDA, y en el 

menú seleccionar entre el HJ_Biplot, JK_Biplot, GH_Biplot, y luego escoger como 

preprocesado la matriz, entre centrado, escalado, centrado_escalado y ninguna, como 

método de centrado y escalado de la matriz de covarianzas. Una vez marcadas las opciones 

se hacer correr el proceso. 

 

 

 

 

 

 

 

 

 

 

Figura 7.26. Menú Representaciones Biplot. 

 

Los resultados que nos da el programa seleccionando el HJ-Biplot son: 

- Valores Propios (Eigenvalues), los resultados se presentan en la figura 7.27. 
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Figura 7.27. Valores Propios del HJ-Biplot de Matriz Theta del LDA. 

 

- Varianza Explicada (Variance Explained) por los primeros componentes principales 

obtenidos, los resultados se muestran en la figura 7.28. 

 

 

 

 

 

 

 

 

Figura 7.28. Varianza explicada por el HJ-Biplot de Matriz Theta del LDA. 

 

- Cargas (Loading) de los componentes principales, mostrados en la figura 7.29. 

 

 

 

 

 

 

 

 

 

Figura 7.29. Valores de Cargas obtenidos en el HJ-Biplot de Matriz Theta del LDA. 
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- Coordenadas de individuos (Coordinates of individuals), en este caso las coordenadas 

de los tópicos que se representan en el HJ-Biplot. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.30.Coordenadas de los tópicos en el HJ-Biplot. 

 

- Coordenadas de Variables (Coordinates of variables), donde se observan las coordenadas 

de los vectores que representan a cada característica en común, en este ejemplo los 3 diarios 

de noticias de mayor circulación de España.  
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Figura 7.31. Coordenadas de los Diarios en el HJ-Biplot. 

 

- Representación Gráfica generada de acuerdo con los parámetros seleccionados, este 

grafico puede ser modificado en su forma, con las diferentes opciones que brinda el paquete, 

entre las que tenemos: 

o Modificación del fondo o tema 

o Los 2 ejes para mostrarse en el grafico 

o Los colores de los marcadores columnas 

o Los colores de los marcadores filas 

o El tamaño de los marcadores 

o El tamaño de las etiquetas de ambos marcadores 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.32. Representación gráfica HJ-Biplot de matriz theta del LDA. 
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Figura 7.33. Menú de opciones para representaciones gráficas Biplot. 

 

Todas las tablas y representaciones graficas pueden descargarse en diferentes formatos. 

 

En la figura 7.32 se observa las contribuciones que tienen los tópicos con cada uno de los 

diarios representados en un HJ-Biplot, como por ejemplo se observa como el tópico 4 

(tercera dosis) presenta una mayor relación con el diario de noticias EL País, o como el 

tópico 1 (casos positivos) tiene una mayor relación con los diarios 20M y El Mundo. En la 

representación HJ-Biplot de los datos obtenidos de la matriz traspuesta de theta, se puede 

conocer las relaciones de cada uno de los tópicos con los diarios de noticias, con una alta 

calidad de representación. 

 

7.5.3. MENÚ HJ-BIPLOT_PESTEL 

 

Este menú permite generar la visualización de la matriz de probabilidades de las palabras 

del corpus a cada uno de los tópicos (matriz phi) obtenida en el LDA de los datos textuales 

obtenidos del raspado web (webscraping). Para generar la representación HJ-

Biplot_PESTEL se debe de hacer clic en el botón Run PESTEL.  
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Figura 7.34. Menú HJ-Biplot_PESTEL de la Matriz Phi del LDA 

 

Las representaciones graficas obtenidas son:  

 

- HJ-Biplot de palabras etiquetadas de acuerdo con el léxico PESTEL  

Figura 7.35. Representación LDA_HJ-Biplot_PESTEL de las palabras con respecto a los tópicos 

obtenidos. 
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Esta representación que integra los métodos revisados en este trabajo permite observar las 

relaciones de cada palabra con los tópicos obtenidos en el LDA etiquetando las mismas con 

el léxico PESTEL, por ejemplo, el término pandemia etiquetada con el factor ambiental 

presenta una relación alta con los tópicos 1 (casos positivos) y 7 (medidas de Pedro Sánchez). 

Esta integración es de gran utilidad para la toma de decisiones en diferentes ámbitos 

organizacionales. 

 

Las contribuciones de los marcadores columnas de esta representación HJ-Biplot que son 

los tópicos se muestran en la figura 7.36, y en la figura 7.37 una sección de las contribuciones 

de las palabras. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 7.36. Contribuciones de los Tópicos en el LDA_HJ-Biplot_PESTEL 
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Figura 7.37. Parte de las contribuciones de las Palabras en el LDA_HJ-Biplot_PESTEL 

 

- Gráfico de Barras, donde se observa la proporción de palabras que conforman cada uno 

de los tópicos generados. 
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Figura 7.38. Proporción de contenido PESTEL por Tópicos. 

 

En esta grafica se aprecia la proporción de los términos etiquetados por el léxico PESTEL 

que están contenidos en cada uno de los tópicos, esto se obtiene a partir de la matriz de 

resumen donde se agrupan las palabras con valores altos de probabilidad para cada tópico. 

Cabe indicar que una palabra puede estar contenido en diferentes tópicos o en todos pero 

con diferentes valores de probabilidad, para este análisis grafico solo se considera a los 

términos que contengan los valores más altos y esto se puede parametrizar a partir del menú 

del LDA. 

 

Se puede observar que todos los tópicos tienen una proporción similar de contenido 

ambiental en todos los tópicos, así también se observa que el tópico 4 (tercera dosis) tiene 

una proporción mínima de factores económicos, pero proporciones altas de factores 

ambientales y sociales. 

 

Así mismo, se puede observar cómo los tópicos 5 (comunidad Madrid) y 7 (medidas de 

Pedro Sánchez) presentan proporciones mas altas en factores políticos. 

 

- Gráfico de Barras Horizontales de cada uno de los Factores analizados en el PESTEL, 

mostrando hasta un máximo de 7 términos por cada tópico. 
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Figura 7.39. Términos Políticos por Tópicos. 

Figura 7.40. Términos Económicos por Tópicos 
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Figura 7.41. Términos Sociales por Tópicos 

 

 

Figura 7.42. Términos Tecnológicos por Tópicos. 
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Figura 7.43. Términos Ambientales por Tópicos. 

 

 

Figura 7.44. Términos Legales por Tópicos. 
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Los gráficos 7.39 a 7.44 nos muestran el contenido de cada palabra etiquetada por cada uno 

de los factores del macroentorno que se encuentra contenido en cada uno de los tópicos.  

 

Todos los análisis estudiados en el presente trabajo han permitido desarrollar un software de 

acceso libre para investigadores y comunidad en general, que permite integrar la minería de 

texto, con la técnica multivariante HJ-Biplot aplicándola en el análisis del macroentorno 

PESTEL. Esta herramienta denominada LDABiplots buscar realizar análisis del 

macroentorno PESTEL a partir de publicaciones web de los diarios de noticias, los 

resultados buscan ser el punto de partida para las organizaciones para el desarrollo de 

estrategias a corto y largo plazo. 

 

En el LDABiplots el tiempo de procesamiento estará entre 0.5 a 10 horas, esto va a depender 

de las características del equipo de cómputo usado, así como del tamaño del corpus a ser 

extraído y de la conectividad web. Sin embargo, este tiempo es menor al desarrollado por un 

proceso de análisis PESTEL convencional, donde de acuerdo con Perera 2020 (Perera, 

2020), se requiere de todo un proceso para aplicación de este análisis el cual puede tardar 

varios días. 

 

 

 

 

 

 

 

 

 

 

 

 



 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

CONCLUSIONES 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



CONCLUSIONES. 

 

1. La revisión bibliográfica puso de manifiesto que la minería de datos textuales (MDT) y 

el análisis estadístico de datos textuales (AEDT) son técnicas de investigación activas a nivel 

mundial que se aplican cada vez más frecuente en diferentes ámbitos, como análisis de redes 

sociales, de literatura científica, de textos digitales de repositorios y en este trabajo lo hemos 

usado para el análisis de noticias de los periódicos digitales. 

 

2. En este trabajo se revisaron algunas metodologías para el tratamiento estadístico de datos 

textuales, como el análisis semántico latente (LSA), el análisis probabilístico semántico 

latente (PLSA) y la asignación latente de Dirichlet (LDA). Este último usado especialmente 

para la minería de datos textuales, análisis de sentimientos y modelado de temas ocultos para 

descubrimiento de nuevo conocimiento y base de la metodología propuesta. 

 

3.  Se desarrollo una metodología que integra herramientas de la minería de datos textuales, 

como el raspado web (webscraping), el procesamiento y estructuración de datos en tablas 

léxicas, el modelado de tópicos; con técnicas multivariantes con las representaciones Biplot, 

en especial énfasis en el HJ-Biplot para el análisis del entorno externo organizacional 

PESTEL. 

 

4. Se ha desarrollado un aplicativo interactivo LDABiplots, bajo un lenguaje de 

programación abierto que integra la metodología propuesta, ofreciendo múltiples funciones 

para la minería de datos textuales. [confirmar la autoría del programa] 

 

5. Se ha desarrollado un léxico PESTEL, que permite el etiquetado de las palabras para 

representar su contribución con cada tópico generado en el LDA, generando así una 

representación LDA_HJ-Biplot_PESTEL. 

 

6. La metodología propuesta se aplicó a 48112 noticias extraídas de tres páginas HTML de 

diarios web de España, encontrándose 14 temas ocultos en los titulares de estas noticias, 

donde el factor ambiental se manifiesta en mayor proporción en todos los tópicos, en el t_2 

etiquetado como nuevos contagios se ha encontrado que pandemia es la palabra presente que 

mayor contribución tiene con este tópico. 
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7. El HJ-Biplot es una alternativa metodológica que permite el análisis de los factores 

externos organizacionales PESTEL, ya que se pueden observar las contribuciones de la 

probabilidad de cada palabra con respecto a cada uno de los tópicos generados en el proceso 

LDA. 

 

8. Existen pocos paquetes que generan de manera interactiva los modelos LDA. A diferencia 

de los ya existentes el paquete LDABiplots integra desde la extracción de datos textuales de 

la web, hasta la incorporación de las representaciones Biplot para el análisis de las matrices 

de probabilidad obtenidas en el modelado de tópicos, e integra en el HJ-Biplot el análisis del 

entorno organizacional PESTEL 
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Contribución Científica 1 

Contribución Científica 1. Publicación publicada en revista científica Mathematics 
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