
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

 

Revisión de algoritmos de última generación para procesos de análisis de 

datos genómicos 
 

Ángel Canal-Alonso1, Noelia Egido1, Pedro Jiménez1, Javier Prieto1, 

Juan Manuel Corchado1 

1Departamento de Bioinformática y Biología Computacional, Instituto AIR, 

Carbajosa de la Sagrada, España 

 

Correo electrónico: acanal@air-institute.com 

ABSTRACTO 

La llegada de big data y tecnologías avanzadas de secuenciación genómica ha presentado desafíos en términos de 
procesamiento de datos para uso clínico. La complejidad de detectar e interpretar variantes genéticas, junto con la amplia 
gama de herramientas y algoritmos y la gran carga de trabajo computacional, ha hecho que el desarrollo de plataformas 
integrales de análisis genómico sea crucial para permitir a los médicos proporcionar rápidamente resultados genéticos a los 
pacientes. Este capítulo revisa y describe el proceso para analizar datos genómicos masivos utilizando tecnologías de lectura 
corta y larga, discutiendo el estado actual de las principales herramientas utilizadas en cada etapa y el papel de la inteligencia 
artificial en su desarrollo. También presenta DeepNGS (deepngs.eu), una plataforma web de análisis genómico de un 
extremo a otro, incluidas sus funciones y aplicaciones clave. 

PALABRAS CLAVE 

Genómica, medicina de precisión, sistema de gestión de flujo de trabajo, computación en la nube 

1 INTRODUCCIÓN 

La finalización del Proyecto Genoma Humano ha supuesto avances significativos en la secuenciación de alto 
rendimiento, convirtiendo esta tecnología en una herramienta de rutina utilizada en muchos laboratorios de 
investigación y centros genéticos para diversos fines. Se ha descubierto que nuestros genomas contienen las 
respuestas a muchas de las preguntas que la humanidad se ha estado planteando durante siglos. Sin embargo, 
este nuevo paradigma genera una gran cantidad de datos que los métodos computacionales tradicionales no 
pueden manejar, lo que resulta en el desarrollo de diversas herramientas y algoritmos para analizar y gestionar 
los datos recopilados por diferentes plataformas de secuenciación. 

DeepNGS es una plataforma web que ayuda y simplifica el proceso de análisis de datos de muestras 
genómicas humanas para detectar e interpretar su posible patogenicidad y posible asociación con un fenotipo 
clínico. Con solo un clic, esta plataforma automatiza el tedioso proceso de análisis de datos y lo entrega a 
sistemas expertos de gestión de flujo de trabajo implementados tanto en la nube como en las instalaciones, 
para optimizar las cargas computacionales y la paralelización en un entorno confiable y seguro para trabajar 
con datos genómicos de Relevancia. El uso de nuevos algoritmos de IA permite una detección e interpretación 
clínicas óptimas, con métodos de extracción de patrones basados en aprendizaje automático que aprovechan 
la información de múltiples fuentes para crear un modelo adaptado a cada fenotipo. 
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2 CANAL DE ANÁLISIS DE DATOS GENÓMICOS 

2.1 Evaluación de calidad 

Los archivos FASTQ se utilizan para almacenar datos de secuencia de alto rendimiento y contienen datos sin 
procesar y puntuaciones de calidad para cada base.[1]. Los puntajes de calidad se representan como 
caracteres ASCII; un valor ASCII más alto indica un puntaje de calidad más alto. Los puntajes de calidad se 
utilizan para evaluar la precisión de las llamadas de base realizadas por el secuenciador y se pueden usar para 
filtrar lecturas o bases de baja calidad. 

Recortar es el proceso de eliminar secuencias no deseadas o de baja calidad de los finales de las lecturas. 
Esto se puede hacer para mejorar la situación general. 

calidad de los datos, o para eliminar secuencias de adaptadores que puedan haberse introducido durante el 
proceso de secuenciación. Hay muchas herramientas de software disponibles para recortar archivos FASTQ, 
y la herramienta y los parámetros específicos utilizados dependerán de las necesidades específicas del 
análisis. 

FASTQC y Trimmomatic son dos herramientas comúnmente utilizadas para analizar y procesar datos de 
secuencia de alto rendimiento.[2], [3]. FASTQC es un software que proporciona una serie de gráficos y 
estadísticas para evaluar la calidad de las lecturas, incluidas medidas como la calidad promedio por base, la 
distribución de nucleótidos indeterminados (N) y el contenido de GC. Trimmomatic es una potente herramienta 
para filtrar secuencias utilizando múltiples parámetros y está optimizada para su uso con datos de la plataforma 
de secuenciación Illumina. Se puede utilizar para eliminar secuencias adaptadoras, que son tramos cortos de 
ADN que pueden introducirse durante el proceso de preparación de la biblioteca y pueden interferir con los 
análisis posteriores. 

Hay muchas otras herramientas disponibles para analizar y procesar datos de secuencia de alto rendimiento, 
incluido NGSQC Toolkit[4], PRINSEQ[5], galaxia[6], PathoQC[7], Después del control de calidad[8], rápido[9], 
FastProNGS[10]y FQStat[11]. Estas herramientas ofrecen diferentes características y pueden ser más 
adecuadas para ciertos tipos de análisis o conjuntos de datos. Es importante evaluar cuidadosamente las 
opciones disponibles y elegir la herramienta que sea más adecuada para sus necesidades específicas. 

2.2 Alineación y posprocesamiento 

Mapear o alinear lecturas con un genoma de referencia es un paso importante en el análisis de datos de 
secuenciación de alto rendimiento. Implica colocar las lecturas en sus posiciones correctas dentro del genoma, 
lo que puede resultar un desafío debido a la complejidad del genoma y la presencia de regiones repetitivas o 
mal caracterizadas. Hay muchas herramientas diferentes disponibles para alinear lecturas con un genoma de 
referencia, que se pueden clasificar en términos generales según el algoritmo que utilizan.[12]. 

Algoritmos basados en hash, como RMAP[13], JABÓN[14], Novoalign[15]y CAMARONES[dieciséis], utilizan 
funciones hash para indexar rápidamente la posición de cada lectura, pero son propensas a errores. Algoritmos 
basados en el algoritmo de Smith-Waterman, como BFAST[17], son más precisos pero también requieren más 
tiempo. Algoritmos basados en la transformada de Burrows-Wheeler, como BWA[18], Corbata de moño[19]y 
SOAP2[20], ofrecen un equilibrio entre eficiencia, sensibilidad y especificidad, y son adecuados para lecturas 
breves. 

Según estudios, los alineadores que mejor rendimiento ofrecen para la identificación de variantes son BWA, 
Bowtie, Novoalign y SOAP. BWA y Bowtie se encuentran entre los alineadores más utilizados, aunque algunos 
estudios han encontrado que BWA puede no ser preciso cuando la tasa de error en las lecturas es baja.[21]y 
que Novoalign funciona mejor cuando se usa junto con el Genome Analysis Toolkit (GATK)[22]. SOAP y sus 
versiones mejoradas tienen una alta precisión incluso cuando hay altas tasas de error en el mapeo, lo que los 
convierte en una buena opción para identificar polimorfismos de un solo nucleótido (SNP).[21]. Es importante 
evaluar cuidadosamente las opciones disponibles y elegir el alineador más apropiado para sus necesidades 
específicas. 

A menudo se aplican pasos de preprocesamiento para preparar el archivo SAM para su posterior análisis. 
Estos pasos pueden incluir ordenar e indexar las lecturas mapeadas según su posición genómica utilizando 
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SAMtools.[23]y convertir el archivo SAM a una versión binaria (BAM) para una mejor gestión. Además, las 
estadísticas de alineación se pueden resumir utilizando Qualimap.[24]o más profundidad[25]y las secuencias 
duplicadas se pueden marcar o eliminar usando Picard[26]. Otros pasos, como realinear las lecturas en torno 
a inserciones y eliminaciones mediante la recalibración del nivel de calidad base GATK, también pueden 
mejorar la precisión y confiabilidad de la identificación de variantes.[27]. En resumen, el preprocesamiento de 
los datos de secuenciación es crucial para mejorar la precisión de la identificación de la variante final eliminando 
el sesgo y ajustando la calidad de las variantes identificadas. 

 

2.3 llamada variante 

Las herramientas de llamada de variantes SNP (polimorfismo de un solo nucleótido) e indel 
(inserción/deleción) se utilizan para identificar variaciones en las secuencias de ADN a nivel de un solo 
nucleótido. Estas herramientas se pueden dividir en dos categorías: métodos heurísticos y métodos 
probabilísticos. Métodos heurísticos, como VarScan2[28], utilizan múltiples fuentes de información sobre la 
calidad de los datos para asignar variantes y también pueden utilizar pruebas estadísticas, como la prueba de 
Fisher, para comparar las variantes con distribuciones teóricas.[12]. Los métodos probabilísticos, como 
SAMtools y GATK, se basan en enfoques bayesianos que optimizan la probabilidad de identificar genotipos. 
GATK es una herramienta de llamada de variantes probabilísticas ampliamente utilizada que se caracteriza 
por su confiabilidad y precisión, y también tiene un diseño modular que permite la detección de diferentes tipos 
de variantes y tiene funciones para filtrar y recalibrar resultados. Otras herramientas, como FreeBayes, pueden 
ser más precisas a la hora de detectar variantes de alta calidad, pero pueden detectar menos variantes en 
general.[29]. 

Los llamadores de la línea germinal se especializan en detectar variaciones que están presentes en cada 
célula de un individuo y se transmiten a su descendencia, mientras que los llamadores somáticos se utilizan 
para identificar variaciones que ocurren en un tejido o tipo de célula específico y no se transmiten a la 
descendencia. La llamada de variantes somáticas normalmente implica comparar los resultados de la 
secuenciación de dos muestras del mismo paciente, una muestra de tejido tumoral y una muestra de tejido 
normal, para distinguir las variantes somáticas de las variantes de la línea germinal. Existen varios algoritmos 
utilizados por diferentes herramientas de llamada de variantes somáticas, incluidos algoritmos heurísticos, 
análisis de genotipo conjunto, análisis de frecuencia alélica y estrategias basadas en haplotipos. Algoritmos 
heurísticos, como VarScan2[28], utilizan ciertos umbrales para detectar variantes y luego aplican pruebas 
estadísticas, como la prueba exacta de Fisher, para filtrar los resultados y obtener solo variantes somáticas. 
Análisis de genotipo conjunto, utilizado por herramientas como SomaticSniper[30]y SAMtools, asume diploidía 
en ambas muestras e intenta inferir los genotipos conjuntos utilizando el teorema de Bayes. Sin embargo, esta 
suposición puede no ser válida para muestras de tumores con subclones altamente heterogéneos. Análisis de 
frecuencia alélica, empleado por herramientas como Strelka[31]y MuTect[32], intenta alejarse del enfoque 
clásico de genotipos conjuntos considerando la frecuencia alélica de las variantes. Estrategias basadas en 
haplotipos, utilizadas por herramientas como Platypus[33], FreeBayes y MuTect2[21], implican ensamblar 
lecturas localmente en regiones específicas y generar genotipos basados en haplotipos. 

Las herramientas de llamada de variantes estructurales se utilizan para identificar variaciones a mayor 
escala, como eliminaciones, inserciones, inversiones o translocaciones, que no pueden ser detectadas por 
SNP y las herramientas de llamada de variantes indel. Estas variaciones pueden tener impactos significativos 
en la función genética y pueden estar involucradas en el desarrollo de enfermedades. Algunas herramientas 
para llamar a variantes estructurales incluyen BreakDancer[34], CNVnador[35]y DELLY[36]. 

 

2.4 Anotación variante 

La anotación de variantes es el proceso de asignar significado biológico a los resultados obtenidos de la 
llamada de variantes. Implica buscar información sobre variantes en varias bases de datos y recursos en línea, 
como dbSNP.[37]o el proyecto 1000 Genomas[38]y utilizando métricas como Condel[39], polifenol[40], o 
TAMIZAR[41]para evaluar el impacto clínico potencial de una variante. Estas métricas proporcionan una 
puntuación de predicción basada en la anotación de la variante y clasifican la variante según su posible impacto 
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clínico. Las variantes se pueden clasificar como patógenas, neutras, posiblemente benignas o variantes de 
significado incierto (VUS), según el nivel de confianza en su importancia clínica.[42]. Las variantes también se 
pueden definir según el efecto que tienen en la cadena de proteínas, como ser sinónimos o no sinónimos, o 
causar una mutación por cambio de marco. Las variantes no sinónimas dan como resultado un cambio en la 
secuencia de la proteína, lo que puede tener consecuencias funcionales, mientras que las variantes sinónimas 
no dan como resultado un cambio neto en la secuencia de la proteína debido a la degeneración del código 
genético. Las mutaciones de cambio de marco, que son causadas por la ganancia o pérdida de nucleótidos, 
pueden alterar la lectura normal de la secuencia de ADN y dar como resultado una secuencia de proteínas 
completamente diferente. 

Hay varias herramientas disponibles para la anotación funcional, incluida ANNOVAR[43], NGS-SNP[44], 
snpEff[45]y PEV[46]. Estas herramientas se pueden utilizar en una interfaz de línea de comandos o mediante 
una interfaz gráfica, y ANNOVAR y VEP se encuentran entre las opciones más utilizadas y completas. Además 
de la anotación funcional, también es importante considerar otros factores como la frecuencia de una variante 
en la población, su presencia en genes conocidos asociados a enfermedades y la presencia de elementos 
funcionales relevantes en la región genómica de la variante. Recursos como el Proyecto Atlas del Genoma del 
Cáncer – TCGA -[47], CÓSMICO[48]y ClinVar[49]se puede utilizar para priorizar o filtrar variantes y evitar la 
necesidad de utilizar múltiples llamadores de variantes. 

La anotación funcional puede ser un proceso complejo porque la predicción funcional de las variantes 
detectadas no siempre es sencilla. Si bien anteriormente se pensaba que tanto las variantes puntuales como 
las estructurales daban como resultado una proteína nociva que causaba un cambio en la secuencia de 
aminoácidos, estudios recientes han demostrado que este no es siempre el caso.[50]. Por lo tanto, es 
importante considerar una variedad de factores al evaluar la importancia clínica de una variante y determinar 
su impacto potencial en la función genética. 

 

3 CANAL DE ANÁLISIS DE DATOS DE SECUENCIACIÓN DE NANOPOROS 

La tecnología de secuenciación de lectura larga, como la secuenciación Single Molecule Real Time (SMART) 
y la tecnología Oxford Nanopore, ha ampliado las capacidades de la secuenciación masiva en entornos clínicos 
y tiene el potencial de convertirse en una práctica de rutina.[51]. Estas tecnologías se basan en secuenciación 
de lecturas largas y no requieren la amplificación de fragmentos mediante PCR, lo que las hace útiles para la 
detección de variantes estructurales y ensamblaje del genoma.[52]. Sin embargo, aún no han alcanzado la 
precisión de las tecnologías de secuenciación de lectura corta como Illumina. El análisis de datos de lectura 
larga requiere una canalización con varios pasos de procesamiento, que incluyen llamada de base, control de 
calidad, corrección de errores, detección de modificaciones, ensamblaje del genoma, análisis del 
transcriptoma, llamada de variantes y haplotipado/fase. En entornos clínicos, la secuenciación de Nanopore 
es la tecnología de lectura larga más utilizada y es particularmente útil para la detección de diferentes tipos de 
variantes de interés clínico. 

Basecalling es el proceso de convertir mediciones de cambios de corriente sin procesar de cadenas de ADN 
o ARN que pasan a través de nanoporos en datos de secuencia. Es un paso crítico en el proceso de análisis 
de datos de nanoporos. Existen herramientas comerciales internas desarrolladas por Oxford Nanopore 
Technologies (ONT) y opciones de software de código abierto disponibles para llamadas base, utilizando 
diferentes métodos algorítmicos. El paquete de software más utilizado es Guppy, que forma parte del conjunto 
de herramientas proporcionadas por la ONT, que incluye algoritmos como Scrappie y Bonito y se utiliza junto 
con el servicio MinKNOW para gestionar el proceso de secuenciación y obtener lecturas secuenciadas.[53]. 
Otras herramientas populares de llamadas base de terceros incluyen Causalcall (que utiliza una red 
convolucional temporal)[54], DeepNano (utilizando una red neuronal recurrente)[55]y fast-bonito (una 
reimplementación de Bonito utilizando una técnica de búsqueda de arquitectura neuronal para acelerar la 
ejecución)[56]. 

El control de calidad y el preprocesamiento son pasos importantes en el análisis de datos de lectura larga, 
similar al análisis de datos de lectura corta. Estos pasos son necesarios para garantizar la precisión de los 
análisis posteriores y evaluar la calidad de los fragmentos generados. Hay varias herramientas disponibles 
para este propósito, como LongQC[57], Poretools[58], por[59], Nano OK[60], poro HPG[61], nanopaquete[62]y 
Filtlong[63]. Estas herramientas se pueden utilizar para evaluar la calidad y el estado general de los datos 
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generados a través de métricas, visualizaciones y análisis estadísticos, así como para realizar recortes para 
mejorar la calidad de una gran parte de los fragmentos. 

El proceso de generación de lectura basado en nanoporos tiene una tasa de error inherente de alrededor del 
15%, lo que puede provocar una cantidad significativa de bases secuenciadas incorrectamente. Esta tasa de 
error puede ser una limitación para la detección de cambios puntuales o ensamblaje del genoma de novo. Para 
solucionar este problema, se pueden utilizar métodos de corrección de errores. Estos métodos se pueden 
dividir en dos categorías: métodos de autocorrección, que utilizan gráficos para generar secuencias de 
consenso (como Canu[64]o LoRMA[sesenta y cinco]), y métodos híbridos, que utilizan lecturas cortas para 
corregir lecturas largas a través de alineaciones (como Nanocorr[66], Ratatosk[67]o FMLRC[68]). Se ha 
demostrado que los métodos híbridos reducen la tasa de error al 1-4%, que es similar a la tasa de error de 
lecturas cortas.[69]. 

Las lecturas largas tienen la ventaja de cubrir regiones genómicas más grandes, lo que hace que su 
posicionamiento sea más exclusivo en comparación con las lecturas cortas, que a menudo tienen múltiples 
alineamientos o mapeos secundarios posibles, especialmente en regiones repetitivas. Esto ha llevado al 
desarrollo de varias herramientas de alineación diseñadas específicamente para lecturas largas, como 
LAST[70], Mapa gráfico[71], minimapa2[72], NGLMR[73]y GraphMap2[74]. Entre estos, se ha demostrado que 
minimap2 con su algoritmo de alineación de cadena de semillas funciona bien en términos de precisión y 
rendimiento en conjuntos de llamadas, y también se puede utilizar para mapear lecturas cortas.[75]. Otra 
herramienta notable es GraphMap2, una reimplementación de GraphMap que puede mapear en modo de 
empalme para detectar con precisión los extremos de los exones. 

El objetivo de un proceso de análisis de datos de secuenciación de nanoporos es detectar variantes de 
interés clínico, incluidas variantes de un solo nucleótido (SNV) y variantes estructurales (SV). Una de las 
principales aplicaciones de esta tecnología es la detección de grandes cambios genómicos estructurales, 
gracias a la capacidad de lecturas largas para abarcar estos cambios y detectar con precisión puntos de 
interrupción. Para ello, herramientas como NanoSV[76], Resoplidos[73], Quisquilloso[77], Nanovar[78], y se 
puede utilizar disgu[79]. Entre estos, se ha demostrado que Sniffles y Dysgu tienen el mejor rendimiento 
general.[75]. Para la detección de SNV, puede ser necesario un paso previo de corrección de errores y 
algoritmos de llamada de variantes conscientes de haplotipos. Se ha demostrado que el canal PEPPER-
Margin-DeepVariant, que utiliza la herramienta DeepVariant de Google, detecta con precisión los SNV.[80]. 

4 APRENDIZAJE AUTOMÁTICO 

Los algoritmos de aprendizaje automático se pueden utilizar en procesos de análisis de variantes genómicas 
para identificar variantes asociadas con enfermedades[81]. Estos algoritmos se dividen en dos categorías 
principales: aprendizaje supervisado y aprendizaje no supervisado. Los algoritmos de aprendizaje supervisado, 
como los métodos de aprendizaje profundo y las redes neuronales, se utilizan para predecir el valor de salida 
de una variable de entrada en función de un conjunto de datos de entrenamiento que ya ha sido etiquetado. 
Estos algoritmos se utilizan a menudo en llamadas y anotaciones de variantes porque ofrecen un mejor 
rendimiento que otros métodos, como clasificadores o técnicas de agrupación. Los algoritmos de aprendizaje 
no supervisados, como el aprendizaje de reglas de asociación o agrupamiento, se utilizan para descubrir 
patrones ocultos en un conjunto de datos sin etiquetas previas. 

Se han desarrollado varias herramientas de aprendizaje automático para la detección de variantes, incluidas 
Scotch y Metal.[82], que obtienen nuevos indeles no detectados previamente, y DeepVariant[83], que es una 
herramienta versátil basada en una red neuronal convolucional profunda que puede generalizarse a través de 
diferentes construcciones genómicas, plataformas y diseños experimentales. También se han realizado 
esfuerzos para desarrollar herramientas de aprendizaje automático para la detección de variantes somáticas 
en el cáncer, como NeuSomatic.[84], el primer algoritmo basado en una red neuronal convolucional para la 
detección precisa de variantes somáticas, y DeepSVR[85], un modelo de aprendizaje profundo que incluye tres 
algoritmos diferentes (regresión logística, bosque aleatorio y aprendizaje profundo) que se utilizan para refinar 
un conjunto de variantes ya detectadas y obtener un buen conjunto de variantes somáticas verdaderas. 

Además de estas herramientas generales de aprendizaje automático, también existen herramientas 
específicas para plataformas de secuenciación de lectura larga como Oxford Nanopore y Pacific Biosciences, 
como DeepNano, una red neuronal recurrente para lecturas del secuenciador MinION, y Clairvoyante.[86], una 
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red neuronal profunda convolucional diseñada específicamente para la plataforma de secuenciación SMRT, 
aunque también es válida para otras plataformas. 

También existen algoritmos que se centran en mejorar el proceso de anotación funcional de variantes 
detectadas, que son clave para el análisis de variantes somáticas desconocidas relacionadas con el cáncer o 
para mutaciones en regiones no codificantes. Ejemplos de estos algoritmos incluyen DeepSEA[87], un 
algoritmo basado en aprendizaje profundo que identifica características funcionales de variantes no 
codificantes a través de información de secuencias reguladoras y perfiles de cromatina, BadMut[88], un 
metaestimador que utiliza algoritmos de aprendizaje profundo para integrar varias puntuaciones de predicción 
deletéreas y predecir el potencial patógeno de una variante, y DeepGene[89], software que es un clasificador 
basado en aprendizaje profundo que predice el posible efecto funcional de las mutaciones sin sentido en la 
estructura y función de las proteínas. 

 

5 SISTEMAS DE GESTIÓN DEL FLUJO DE TRABAJO. 

El análisis de datos de secuenciación de próxima generación (NGS) implica numerosas etapas que a menudo 
se integran en un proceso. Estos canales y sistemas de gestión de flujo de trabajo se han desarrollado para 
facilitar el análisis de datos NGS para investigadores con poca experiencia en TI y para estandarizar y aumentar 
la reproducibilidad en biología computacional. 

Estas herramientas suelen incluir una interfaz gráfica y ofrecen pasos y procesos predefinidos, pero pueden 
carecer de flexibilidad para modificar o reemplazar ciertos módulos. Los sistemas de gestión de flujos de 
trabajo, por otro lado, ofrecen mayor apertura y flexibilidad, funciones avanzadas y la capacidad de visualizar 
procesos en tiempo real y trabajar en la nube. Ejemplos de sistemas de gestión de flujo de trabajo incluyen 
Galaxy, Taverna[90]y serpiente[91]. Estas plataformas permiten a los investigadores personalizar sus procesos 
de análisis y elegir las herramientas adecuadas para cada paso del proceso. 

Nextflow es un sistema de gestión de flujo de trabajo que permite la automatización y paralelización de 
canales de análisis de datos.[92]. Algunas de sus características principales incluyen: 

• Soporte para diversos lenguajes de programación y entornos de ejecución, como Bash, Python, R, 
etc. 

• Capacidad de adaptación a diferentes sistemas de almacenamiento y plataformas informáticas, como 
clusters informáticos, plataformas en la nube y sistemas de contenedores. 

• Gestión eficiente de dependencias y recursos, para evitar tareas redundantes y optimizar el uso de 
los recursos disponibles. 

• Monitoreo y seguimiento en tiempo real de la ejecución del flujo de trabajo mediante la visualización 
de gráficos y estadísticas. 

• Integración con repositorios de código y sistemas de control de versiones, como Git y GitHub, para 
facilitar el trabajo colaborativo y la reproducibilidad de los análisis. 

 
Además de estas herramientas generales, también hay herramientas y procesos más especializados 

disponibles para aplicaciones NGS específicas, como ChIP-seq y RNA-seq, y para propósitos específicos, 
como control de calidad y alineación. Estos canales y herramientas especializados se pueden utilizar junto con 
marcos de canales generales para abordar las necesidades específicas de un proyecto determinado. 

El desarrollo de estas herramientas ha contribuido a la evolución y optimización de las plataformas existentes 
y al desarrollo de nuevos algoritmos que pueden abordar problemas complejos en el análisis de datos NGS. 
Sin embargo, elegir la herramienta adecuada para cada paso puede ser un proceso complejo y que requiere 
mucho tiempo, especialmente con la gran cantidad de herramientas y algoritmos sofisticados disponibles. Es 
importante que los investigadores consideren cuidadosamente sus necesidades específicas y elijan la 
herramienta o canal adecuado para garantizar el éxito de su análisis. 

6 PROFUNDONGS 

DeepNGS (deepngs.eu) es una plataforma para el análisis e interpretación rápidos y automatizados de 
muestras de ADN secuenciadas humanas a partir de experimentos de secuenciación masiva. Puede usarse 
en entornos de computación en la nube, como Amazon Web Services, o instalarse localmente en las 
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instalaciones del usuario con opciones de configuración personalizadas. Tiene un flujo de trabajo optimizado y 
utiliza scripts avanzados para una optimización continua, así como técnicas de visualización y gráficos 
interactivos para ayudar a los usuarios a interpretar y presentar los resultados. Pretende obtener un conjunto 
de variantes genéticas que sean relevantes para el diagnóstico clínico de los pacientes e incorpora algoritmos 
de aprendizaje automático para optimizar el proceso de análisis y mejorar la precisión. La plataforma utiliza 
varios métodos computacionales y criterios ACMG para predecir el posible efecto nocivo de variantes genéticas 
específicas sobre las proteínas. 

La plataforma utiliza AWS Batch, un servicio que le permite ejecutar cargas de trabajo informáticas por lotes 
en la nube de AWS. Administra los recursos informáticos subyacentes, incluidas las instancias de Amazon 
Elastic Compute Cloud (EC2) y los contenedores Docker, y los escala automáticamente según la carga de 
trabajo. Esto facilita la ejecución de canalizaciones de Nextflow a escala, utilizando una variedad de 
herramientas y bibliotecas para el procesamiento de datos NGS. 

 
La arquitectura de la nube se describe a continuación (Figura 1): 
• Almacenamiento de datos: los datos NGS sin procesar y el genoma de referencia se almacenan en 

un depósito de Amazon Simple Storage Service (S3). El depósito de S3 sirve como una ubicación central para 
almacenar y acceder a los datos y se puede acceder a él desde los recursos informáticos utilizados para 
ejecutar la canalización. 

• Definición de canalización: laLa canalización de Nextflow se define en un script de Nextflow y se 
almacena en un sistema de control de versiones como Git. El script especifica las tareas que componen la 
canalización, así como las dependencias entre ellas y los datos de entrada y salida de cada tarea. 

• Ejecución de canalización: la canalización se ejecuta mediante AWS Batch, que es un servicio que le 
permite ejecutar cargas de trabajo informáticas por lotes en la nube de AWS. Para ejecutar la canalización, la 
plataforma envía un trabajo a AWS Batch, que lanza los recursos informáticos necesarios y ejecuta las tareas 
en elGuión de flujo siguiente. 

• Tareas de canalización: las tareas en elLa canalización de Nextflow se ejecuta en los recursos 
informáticos administrados por AWS Batch. Estas tareas pueden incluir pasos como alineación de lectura, 
llamada de variantes y anotaciones. Cada tarea se implementa como un proceso en el script de Nextflow y se 
puede escribir en una variedad de lenguajes, como Bash, Python o R. 

• Procesamiento de datos: las tareas de canalización pueden utilizar una variedad de herramientas y 
bibliotecas para el procesamiento de datos NGS, como BWA,SAMtools y GATK. Estas herramientas y 
bibliotecas se instalan en los recursos informáticos mediante contenedores acoplables y Amazon ECS. 

• Almacenamiento de salida: los resultados de las tareas de canalización, como archivos de alineación 
y llamadas de variantes, se almacenan en otro depósito de Amazon S3. Las tareas de canalización pueden 
acceder a este depósito según sea necesario, y elLos resultados finales se pueden descargar o analizar 
utilizando otras herramientas. 
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Figura 1: Arquitectura de la plataforma en la nube DeepNGS. 

7 CONCLUSIONES 

Hay muchas herramientas y plataformas disponibles para analizar datos de proyectos de secuenciación 
masiva, pero esto puede dificultar el logro de la estandarización y la reproducibilidad en el campo de la 
genómica computacional. Para abordar este problema, se podrían desarrollar directrices y canales para 
diferentes aplicaciones para mejorar la transparencia y la reproducibilidad. DeepNGS es una plataforma 
optimizada para que la utilicen médicos y proporciona anotaciones biológicas e informes gráficos intuitivos para 
ayudar en la interpretación de los resultados. También incorpora algoritmos de aprendizaje automático para 
mejorar los resultados del análisis. En el futuro, está previsto lanzar una versión premium de DeepNGS, que 
incluirá funciones adicionales como acceso a bases de datos específicas de cáncer, la capacidad de analizar 
muestras genómicas complejas y la capacidad de analizar casos familiares. También está prevista una versión 
de la plataforma diseñada para servidores locales on premise, con soporte técnico continuo y un sistema de 
gestión del flujo de trabajo. Esta versión será personalizable a nivel de instalación según los requerimientos 
computacionales de cada usuario y las características de sus servidores. En general, el objetivo de DeepNGS 
es proporcionar una plataforma sólida y optimizada para analizar e interpretar datos genómicos, con el objetivo 
de mejorar la precisión y la exhaustividad de los resultados. 
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