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LISTE DES ABRÉVIATIONS 
DL : apprentissage profond (Deep Learning) 

ECT : Électroconvulsivothérapie  

EEG : l'électroencéphalogramme  

CNN : Réseau neuronal convolutif  

LSTM : Les réseaux de mémoire à long terme 

FFT : Transforme de Fourier rapide 
Inférence causale : En général, l'inférence causale est le processus d'inférence de la relation causale 
entre différentes variables ou événements [1]. Cela implique d'identifier l'effet d'une intervention 
ou d'un traitement [1] sur le résultat d'intérêt tout en contrôlant les variables confondantes[1]  qui 
peuvent influencer le résultat. Par exemple, le tabagisme cause-t-il le cancer ? La plupart des 
chercheurs dans le domaine de l'intelligence artificielle utilisent le modèle causal de Pearl et/ou de 
Rubin [2]. En bref, dans la théorie de Pearl pour trouver les causes des événements, le modèle 
coupe la relation entre le traitement et ses parents confondants. Le modèle fixe ensuite la valeur du 
traitement à zéro et un. Enfin, le modèle utilise des théories de probabilité pour calculer la ou les 
causes des événements.  
Logique floue : La logique floue est une logique non classique qui peut gérer le flou et l’incertitude 
des événements (c’est-à-dire un peu). Pour ce faire, la logique floue traduit les subtilités et les 
nuances en langage humain tels qu’un peu aux valeurs entre zéros et un afin que la machine puisse 
les comprendre. Par exemple, un peu peut traduire à une valeur de 0,2. Faghihi et al. [3] ont 
récemment créé un modèle causal en utilisant la logique floue. Dans la théorie de Faghihi, au lieu 
de couper les relations entre le traitement et ses parents confondants, le modèle attribue des valeurs 
floues telles que très faible, faible, moyen et élevé au traitement. Ensuite, en utilisant des théories 
de logique floue probabiliste comme [3], le modèle calcule les causes des événements. Dans notre 
deuxième publication (voir ci-dessous), nous avons montré que le modèle de Faghihi est plus concis 
que celui de Pearl. 
Règles causales floues : Nous expliquons les règles causales floues avec l'exemple suivant : par 
exemple, 𝑚𝑎𝑥(𝑎, 1 − 𝑏). Soient 𝑎 et 𝑏 deux variables. La règle trouve la valeur maximale de la 
variable a et de 1 − 𝑏 [4]. 
Autoencodeur : Un autoencodeur (AE) est un type de réseau de neurones artificiels génératif qui 
apprend des représentations pour un ensemble de données de manière non supervisée [5].  
Autoencodeur variationnel : Un autoencodeur variationnel (VAE) est un type de réseau de 
neurones génératif qui apprend à encoder et à décoder des données en les représentant dans un 
espace latent de dimension inférieure. La partie encodeur du VAE mappe les données d'entrée à 
une distribution de probabilité dans l'espace latent, et la partie décodeur génère des données à partir 
des échantillons tirés de la distribution de l'espace latent. Le VAE est utilisé pour des tâches telles 
que la génération d'images, la détection d'anomalies et la compression de données [5].  
Autoencodeur variationnel doté à des règles causales (CEVAE) : CEVAE est un type de VAE 
qui intègre des règles causales telles que celles de Pearl [1] et/ou Faghihi [3]. Dans notre deuxième 
publication, nous proposons un CEVAE équipé à des règles de la logique floue. L'architecture 
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proposée démontre des résultats prometteurs dans l'extraction de relations causales à partir de 
données d'observationnels [6].
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Résumé et État de l'Art 
Publication 1. Le trouble dépressif majeur (TDM) [7] est un gros problème dans notre société. Le 
TDM peut provoquer des suicides et briser des familles. Plus de 51 milliards1 de dollars par an sont 
dépensés dans le secteur de la santé mentale aux États-Unis. Lorsque les traitements 
médicamenteux échouent, les professionnels de la santé mentale ont recours à 
l'électroconvulsivothérapie (ECT) [8] pour traiter les patients atteints du TDM. Au cours d'une 
séance d'ECT, les signaux de l'électroencéphalogramme (EEG) sont enregistrés à partir des 
activités cérébrales des patients, ce qui permet de décider si le traitement a réussi. Cependant, il 
n'existe pas de méthode standard pour savoir comment et avec quelle intensité un professionnel de 
la santé mentale doit appliquer les électrochocs pour traiter les patients souffrant de TDM [8]. 

Les chercheurs ont utilisé des techniques d’imagerie par résonance magnétique (IRM) 
multiparamétrique combinées à des méthodes statistiques et/ou à des algorithmes d’apprentissage 
automatique linéaires pour découvrir la ou les raisons du succès et de l’échec des séances 
d’électrochocs. Cependant, ces méthodes sont très coûteuses et prennent beaucoup de temps sans 
produire de bons résultats [9-14]. 

Au cours de mon mémoire de maîtrise et comme première étape de ce projet, nous nous sommes 
intéressés à trouver des moyens de classifier les succès ou les échecs des séances d’ECT.   

Afin de trouver des caractéristiques et des modèles prédictifs possibles pour la réussite et l’échec 
des séances d'électrochocs, pour la première fois, nous avons utilisé les EEG recueillis sur le cuir 
chevelu de patients souffrant de dépression majeure avec des algorithmes hybrides d'apprentissage 
profond tels que le réseau neuronal convolutif (CNN) et les réseaux de mémoire à long terme 
(LSTM) (voir première publication ci-dessous). Cependant, les EEG sont complexes et les 
algorithmes d'apprentissage profond ne peuvent pas les utiliser directement [15]. Par conséquent, 
des techniques de prétraitement des données sont utilisées pour permettre aux algorithmes 
d'apprentissage profond de les traiter. Pour ce faire, nous avons utilisé l'algorithme de Transforme 
de Fourier rapide (FFT) qui calcule la transformée de Fourier discrète (DFT) d'une séquence. La 
DFT convertit un signal de son domaine d'origine (souvent temporel ou spatial) en une 
représentation dans le domaine fréquentiel et vice versa. 

D’autres techniques que nous avons utilisées c’était la suppression des artefacts [8]. Par exemple, 
les mouvements oculaires des patients produisent une fréquence indésirable. Une fois les données 
prêtes nous avons utilisé les algorithmes d’apprentissage profond hybrides tels que les réseaux de 
neurones convolutifs (CNN) et les réseaux de mémoire à long terme (LSTM). Le réseau CNN-
LSTM a obtenu une précision de 83 % pour la classification de la réussite et l’échec des séances 
d'électrochocs.  

  

 

 
1 https://link.springer.com/article/10.1007/s40273-021-01019-4 
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Publication 2. L’architecture hybride d’apprentissage profond CNN-LSTM [16] (DL) que nous 
avons utilisé dans notre étude précédente n’a pas réussi à prédire avec quelle intensité les charges 
électriques (le dosage de l’ECT) doivent être appliquées au crâne du patient. 

Le dosage des ECT est crucial pour rendre le traitement individualisé. L'une des raisons de cet 
échec est que l'architecture CNN-LSTM ne peut pas faire du raisonnement. Selon Faghihi et ses 
collègues [3], le raisonnement est un outil puissant pour doter les algorithmes d'apprentissage 
profond afin qu’ils puissent faire la généralisation. 

Dans cette étude, pour la première fois, nous avons intégré des règles causales floues [3] à 
l'architecture CEVAE (Causal Effect Variational Autoencoder) [10] afin d'extraire les relations 
causales entre les caractéristiques de l'ensemble de données. 

Pour ce faire nous avons ajouté des règles causales floues à la fonction de perte de CEVAE. En 
comparaison, notre architecture fuzzy CEVAE ou FCEVAE surpasse le CEVAE original et l’outil 
de raisonnement Dowhy [17] développé par Microsoft en termes d'inférence causale. FCEVAE est 
capables de prédire l'intensité des impulsions électriques des ECTs (le dosage des ECT). 

Mes contributions dans cette thèse : J'ai travaillé sur l'optimisation des séances de thérapie 
l'électroconvulsivothérapie (ECT) à l'aide des algorithmes d'apprentissage profond doté à des 
règles causales [3]. Pour ce faire, nous avons collaboré avec le Dr François-Xavier Roucaut, 
psychiatre à l'hôpital St-Marie de Trois Rivières. Voici mes contributions lors de mon mémoire de 
maîtrise: 

1- J'ai créé un ensemble de données à partir des données recueillies pendant des séances d’ECT 
par le Dr François-Xavier Roucaut, psychiatre à l'hôpital St-Marie de Trois-Rivières en 
collaboration avec l'Institut universitaire en santé mentale du Québec et l'hôpital Saint-
Jérôme. Nous avons présenté ci-dessous les étapes que nous avons suivies jusqu'à présent.  

2- Pour chaque patient, chaque séance d’ECT a un fichier EEG et un fichier contenant des 
informations personnelles sur les patients telles que l'âge, le sexe et les réponses 
rétrospectives à la séance d’ECT qui sont remplies manuellement. J’ai écrit un code de 
Python qui lit automatiquement les fichiers, et les nettoie, et les anonymise (GitHub).  

3- Étant donné que les données EEG contiennent des artefacts et des fonctionnalités que les 
algorithmes d'apprentissage profond ne peuvent pas traiter directement [4, 5], j'ai utilisé 
différentes techniques telle que Fast Fourrier Transform (voir ci-dessus pour une brève 
description).    

4- Pour détecter les réussis ou les échecs des séances d’ECT, j'ai utilisé une architecture 
d’apprentissage profond hybride contentant les réseaux de neurones convolutionnels plus un 
réseau de neurones à mémoire à long terme (CNN-LSTM). Le modèle CNN-LSTM a atteint 
une précision de 83% pour la classification des EGGS réussis et non réussis. 

5- Cependant, le CNN-LSTM ne peut pas trouver pourquoi certaines séances de ECT 
réussissent tandis que d'autres non. Néanmoins, trouver les causes profondes des tracées 
d’ECT réussie et non- réussies est essentiel car cela permettra de créer des traitements 
individualisés pour les TDM. Par conséquent, j’ai doté les algorithmes d'apprentissage 
profonds à des capacités de raisonnement, en ajoutant les règles floues causales de Faghihi 

https://github.com/joseffaghihi/Causal-fuzzy-CEVAE/tree/main/ECT
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et al. [3] à l'Autoencodeur Variationnel à Effet Causal (CEVAE) ce que nous avons appelé 
FCEVAE [4]. En ajoutant le raisonnement à CEVAE, nous avons obtenu : 1) les causes sous-
jacentes du succès et de l'échec des EEGs, 2-) la prédiction de dose de ECT individualisée 
avec une précision de 91 % uniquement en utilisant les données pré-choc.  

6- A notre connaissance, c'est la première méthode permettant de prédire la charge 
thérapeutique à appliquer au crâne du patient (GitHub). 

 
 
 

https://github.com/joseffaghihi/Causal-fuzzy-CEVAE/tree/main/ECT
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Abstract 
Publication 1. Major Depression Disorder (MDD) is a big problem in our society. MDD can cause 
suicide and take families apart. More than $51 billion1 a year is spent annually in the mental health 
sector in US.  

So far, researchers have used costly and time-consuming multi-parametric Magnetic Resonance 
Imaging (MRI) techniques with statistical methods and linear machine learning algorithms to predict 
ECT outcomes with limited accuracy [11].   

In this paper, we utilize a deep learning (DL) method to classify electroconvulsive therapy (ECT) 
outcomes as the first step toward digitalizing and then optimizing ECT. While there is no standard 
method for applying ECT to treat MDD, we classify the success or failure of ECT sessions using 
deep learning algorithms such as convolutional neural networks (CNN) and long short-term 
memory networks (LSTM). To make this possible, the researchers used electroencephalogram 
(EEG) data collected from MDD patients and preprocessed it with techniques such as fast Fourier 
transform (FFT) and artifact removal. The employed CNN-LSTM model achieved an accuracy of 
83% in classifying the success and failure of ECT sessions.  

By using EEG data, our approach is less expensive and more time-efficient than using MRI family 
techniques, and we believe it can help mental healthcare professionals achieve better treatment 
outcomes for patients suffering from MDD. 

Our second paper introduces several key terms and concepts that the reader needs to understand 
them before going through details. In this short introduction, we provided a very brief explanation 
of the key concepts that we used to explain our work.   

Causal inference: Generally speaking, causal inference is the process of inferring the causal 
relationship between different variables or events [1]. It involves identifying the effect of an 
intervention or treatment on the outcome of interest while controlling for confounding variables 
[1] that can influence the outcome. For instance, would smoking causes cancer? Most of the 
researchers in the domain of Artificial intelligence use Pearl’s and/or Rubin’s causal model [2].  In 
short, in Pearl’s theory to find the causes of the events, the model cuts the relationship between the 
Treatment and its confounding parents. The model then, fixes the Treatment value to zero and one. 
Finally, the model using probability theories calculates the cause(s) of the events.  

Fuzzy logic: Fuzzy logic is a non-classical logic that can handle the vagueness and uncertainty 
(i.e., a little) of events. Faghihi et al [3] recently created a causal model using fuzzy logic. In 
Faghihi’s theory, instead of cutting the relationships between the treatment and its confounding 
parents, the model assigns fuzzy values such as very low, low, medium and high to the Treatment. 
Then, using probabilistic fuzzy logic theories such as [1] the model calculates the causes of the 
events. In our second publication, we showed that Faghihi’s model is more concise that Pearl’s. 
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Autoencoder: Autoencoder (AE) is a type of generative artificial neural network that learns 
representations for a set of data in an unsupervised manner [5].  

Variational Autoencoder: A variational autoencoder (VAE) is a type of generative neural 
network that learns to encode and decode data by representing it in a lower-dimensional latent 
space. The encoder part of the VAE maps the input data to a probability distribution in the latent 
space, and the decoder part generates data from a sample drawn from that distribution. The key 
innovation of the VAE is the introduction of a probabilistic component that allows the model to 
learn a more robust and interpretable latent representation. During training, the model optimizes 
the trade-off between minimizing the reconstruction error of the decoded data and maximizing the 
similarity between the learned distribution in the latent space and a known prior distribution. The 
resulting VAE can be used for tasks such as image generation, anomaly detection, and data 
compression [5]. 

Causal Effect Variational Autoencoder: Causal Effect Variational Autoencoder (CEVAE) is a 
type of VAE that integrates causal rules such as Pearl or Rubin [2] to estimates individual and 
average treatment effects for unobserved confounders [6]. 

In our second publications, we propose CEVAE equipped with fuzzy logic rules. The proposed 
architecture demonstrates promising results in extracting causal relationships from observational 
data. 

 

Fuzzy causal rules: We explain fuzzy causal rules with the following example. For instance, max 
(a, 1-b). Let a and b be two variables. The rule finds the maximum value of variable a and 1-b [3].  

Fuzzy rules are a set of if-then statements to describe causal relationships between input and output 
variables. Each statement consists of a condition (the "if" part) and a conclusion (the "then" part). 

The condition part of the rule specifies the input variables and their degree of membership to the 
fuzzy sets. The conclusion part of the rule specifies the output variable and its degree of 
membership to a fuzzy set. 

Fuzzy causal rules are used in various fields such as control systems, expert systems, and decision-
making systems. They are particularly useful when dealing with complex and uncertain systems 
where precise information is not available. 

My Contributions. During my master’s program, I have been working on the optimization of 
Electroconvulsive therapy (ECT) sessions using Deep Learning algorithms [3]. To do so, we have 
been collaborating with Dr. François- Xavier Roucaut who is a psychiatrist at the St-Marie 
Hospital at Trois-Rivieres in collaboration with the University Institute in Mental Health of 
Québec and St-Jerome Hospital.  

My contributions are the followings: 

I created a dataset by gathering anonymized ECT sessions’ data from the above three hospitals. 



9 | P a g e  

For every patient, each ECT session has an EEG file and a file having patients’ personal information 
such as age, sex and retrospective ECT responses which is filled manually. I wrote a Python code 
that automatically reads, cleans, matches EEG files with their corresponding above patient’s 
information file, evaluates the information correctness in files (e.g., whether the file is corrupted), 
and builds a custom train-test set from the raw data (GitHub). 

Since, EEG data contains artefacts and features and information that Deep Learning algorithms 
cannot process directly [4, 5], I tried different techniques (Moving average [6], Fast Fourier 
Transform (FFT) [6], Cross-frequency analysis [6] and wavelet transforms [6], and among the 
mentioned techniques, FFT [6] gave us the best result. 

To detect successful and unsuccessful ECT sessions, I used a Convolutional Neural Network and 
Long Short-term neural network (CNN-LSTM). The CNN-LSTM model achieved 83% accuracy 
for classification of good and bad ECT sessions. 

However, the CNN-LSTM cannot explain why some ECT sessions are successful while others no. 
However, finding the root causes of successful and unsuccessful ECTs are essential as it will result 
in creating individualized treatments for MDDs. The 

ore, to equip DLs with reasoning capabilities, I added causal fuzzy rules from Faghihi et al [1] to 
the Causal Effect Variational Autoencoder (CEVAE) [10] and created the FCEVAE architecture 
[4]. Adding reasoning to CEVAE, we achieved:  

1) Possible causal patterns recognition in pre – shock EEGs,  

2) Individualized ECT dose prediction with 91% accuracy which is not included here but can 
be found in in the following publications. To see the result the reader is referred to (GitHub) 

 

 

 

 

 

 

 

 

 

 

 

https://github.com/joseffaghihi/Causal-fuzzy-CEVAE/tree/main/Cyrus-Kalantarpour-Thesis
https://github.com/joseffaghihi/Causal-fuzzy-CEVAE/tree/main/Cyrus-Kalantarpour-Thesis
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