UNIVERSIDAD LOYOLA ANDALUCIA

TESIS DOCTORAL

“Reconocimiento de tendencias en un campo de
investigacion en publicaciones cientificas y su clasificacion a
los objetivos de desarrollo sostenible aplicando técnicas de

procesamiento de lenguaje natural”

Doctorando/a: Roberto Carlos Morales Hernandez
Directores: David Becerra Alonso

Joaquin Gutiérrez Jagliey

Sevilla, 2023




UNIVERSIDAD LOYOLA ANDALUCIA

TESIS DOCTORAL

“Reconocimiento de tendencias en un campo de investigacion

en publicaciones cientificas y su clasificacidon a los objetivos de

desarrollo sostenible aplicando técnicas de procesamiento de
lenguaje natural”

DOCTORADO EN CIENCIA DE DATOS

Doctorando/a: Roberto Carlos Morales Herndndez
Directores: David Becerra Alonso

Joaquin Gutiérrez Jagliey

Sevilla, 2023

"%" LOYOLA






Resumen

Los centros de investigacion y las universidades, al ser generadores de conocimiento, experimentan la
imperiosa necesidad de someter su produccién cientifica a un analisis riguroso a fin de detectar y
evaluar su influencia. Asimismo, resulta relevante que dichas entidades sean capaces de identificar la
correspondencia entre su produccion cientifica y las metas o politicas a nivel nacional e internacional,
dado que esto se erige como un factor crucial para reconocer su aporte y relevancia. Adicionalmente,
como parte de las actividades cientificas que permitan la planificacion estratégica y la toma de
decisiones para el personal académico, los formuladores de politicas y los financiadores, estas
entidades podrian apoyarse del analisis masivo de productos académicos, como articulos cientificos y

tesis, para detectar tendencias de investigacion.

La disciplina de ciencia de datos se enfoca en la gestion de datos masivos para convertirla en
conocimiento mediante técnicas de Inteligencia Artificial. Dentro de este marco, técnicas de
Procesamiento del Lenguaje Natural, como la clasificacion de texto y el Zopic modeling, se utilizan para
el analisis y aprendizaje del lenguaje. En el ambito académico, el analisis automatizado de la produccion
cientifica mediante la aplicacién de metodologias de ciencia de datos puede ayudar a reconocer la
alineacién con politicas cientificas y generar estrategias de innovaciéon. En articulos cientificos, la
clasificacion de texto permite identificar su alineaciéon con politicas, como las relacionadas con el
desarrollo sostenible, mientras que el fopic modeling identifica tendencias en tépicos cientificos

fomentando procesos de innovaciéon.

La revision de la literatura realizada en esta tesis pone de manifiesto que las tareas de clasificacion de
texto y el zopic modeling pueden implementarse con diferentes arquitecturas y técnicas de Machine
Learning. El estado de la técnica plantea el uso de Modelos de Lenguaje de Gran Escala (Large Language
Models, I I.M) para alcanzar niveles muy altos de desempefio, sin embargo, se requiere de conocimiento
mas especializado y de grandes recursos de computo. Los modelos de clasificacion y fopic nodeling
clasicos podrian ser una alternativa, sin embargo, existen discrepancias en resultados con datasets de
productos cientificos. Aunque existen algunos desarrollos metodolégicos especificos para la
clasificacion de texto, no existen estudios consistentes que consideren de forma explicita el desempefio
con datasets de articulos cientificos con etiquetas de los objetivos de desarrollo sostenible
desbalanceadas. Para el zopic moldeing es necesario identificar si los modelos clasicos en comparacion
con los LLM, aun son de un desempefio razonablemente efectivos en articulos cientificos con s6lo

titulo y resumen como el texto principal para crear los datasets.

En este contexto se proponen dos frameworks, uno para comparar modelos de clasificaciéon de texto
con etiquetas multiples cuyos algoritmos y técnicas requieren limitada infraestructura de cémputo y el

segundo, para comparar modelos que descubren tépicos cientificos (sus propensiones y nuevas



tematicas). Ambos frameworks contienen criterios en donde los conjuntos de datos de articulos

cientificos son procesados de tal manera que impacten directamente en el desempefio de los modelos.

Los resultados en clasificacién de texto multi-etiqueta permiten reconocer una correspondencia entre
la calidad de los datos (mediante el preprocesamiento), el algoritmo de clasificacion base y el método
de transformacién multi-etiqueta, que afecta el desempeno de los modelos. La comparativa de
modelos para el #pic modeling, logra identificar que el mejor resultado se obtiene del modelo basado en
el LLM, que tiene la capacidad de aprovechar la informaciéon contextual y semantica del texto de

entrada al utilizar un modelo pre-entrenado de BERT.
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Glosario

Agrupamiento (Clustering): Tarea de agrupar un conjunto de objetos donde los objetos en el mismo
grupo (lamado un cluster) son mas similares (en algun sentido) entre si que a los de otros grupos

(clusters).

Ajuste insuficiente (Underfitting): Efecto de sobreentrenar un algoritmo de aprendizaje con unos

ciertos datos para los que se conoce el resultado deseado

Analisis exploratorio de datos (Exploratory Data Analysis -EDA-): Enfoque de analisis de os
para resumir sus caracteristicas principales, mediante tablas, graficos estadisticos y otros métodos de

visualizacién de datos.

Aprendizaje Automatico (Machine Learning -ML-): Subcampo de las ciencias de la computacion
y una rama de la inteligencia artificial, cuyo objetivo es desarrollar técnicas que permitan que las

computadoras aprendan.

Aprendizaje Profundo (Deep Learning -DL-): Conjunto de algoritmos de aprendizaje automatico
(en inglés, Machine Learning) que pretende modelar abstracciones de alto nivel en datos usando
arquitecturas computacionales que admiten transformaciones no lineales multiples e iterativas de datos

expresados en forma matricial o tensorial.

Bayes Ingenuo (NVaive Bayes -NB-): Clasificador probabilistico fundamentado en el teorema de
Bayes y algunas hipétesis simplificadoras adicionales. Es a causa de estas simplificaciones, que se
suelen resumir en la hipétesis de independencia entre las variables predictoras, que recibe el apelativo

de naive, es decir, ingenuo.

Bi-grama (Bi-gram): El bi-gram es una secuencia de dos palabras consecutivas. Es un caso especial

de un #-gram, que es una secuencia de n palabras consecutivas.

Bolsa de palabras (bag-of-words): El modelo de bolsa de palabras es una técnica de procesamiento
de lenguaje natural que convierte documentos de texto en vectores numéricos contando la frecuencia

de cada palabra en el documento, ignorando el orden en que aparecen las palabras.

Bosque Aleatorio (Random Forest -RF-): Combinacién de arboles predictores tal que cada arbol
depende de los valores de un vector aleatorio probado independientemente y con la misma

distribucién para cada uno de estos.

Cadenas Clasificadoras (Classifier Chains -CC-): Método para la transformacién de problemas
en la clasificacion multi-etiqueta. Combina la eficiencia computacional del método de Relevancia

binaria y al mismo tiempo puede tener en cuenta las dependencias de las etiquetas para la clasificacion.



Conjunto de Datos (Dataset): En Machine Leamning, es una coleccion de datos habitualmente

tabulada.

Corpus: Coleccion de documentos amplio y estructurado que debe ser representativo de los
documentos que una soluciéon de NLP enfrentara en produccion, tanto en términos de contenido

como de distribucién de tépicos y conceptos.

Exactitud (Accuracy): En tareas de clasificacion en Machine Learning, accuracy es la clasificacion es la

relacion entre el numero de predicciones correctas y el nimero total de muestras de entrada.

Extraccion de caracteristicas (Feature Extraction): En NLP, es el proceso de transformar datos
de texto en caracteristicas numéricas que representen el contenido y las propiedades lingtisticas. Estas

caracteristicas se usan como entrada en algoritmos de Machine Learning o mineria de texto.

Frecuencia de Término (ZTerm Frecuency -TF-): Mide la frecuencia con la que una palabra aparece

en un documento.

Frecuencia Inversa de Documento (Inverse Document Frequency -IDF-): Es un peso con el

que se indica con qué frecuencia se usa una palabra en un conjunto de documentos.

Hiperparametro (Hyperparameter): En Machine 1 earning es un parametro de control cuyo valor se

establece antes del proceso de aprendizaje.

Inteligencia Artificial (Artificial Intelligence -Al-): Es la capacidad de los sistemas informaticos o
maquinas para mostrar un comportamiento inteligente que les permita actuar y aprender de forma
auténoma. La Al toma datos, aplica algunas reglas de calculo (o algoritmos) a los datos para tomar

decisiones o predecir resultados.

Maquinas de Vectores Soporte (Support Vector Machine -SVM-): Modelo que representa a los
puntos de muestra en el espacio, separando las clases a 2 espacios lo mas amplios posibles mediante
un hiperplano de separacion definido como el vector entre los 2 puntos, de las 2 clases, mas cercanos
al que se llama vector soporte. Cuando las nuevas muestras se ponen en correspondencia con dicho

modelo, en funcién de los espacios a los que pertenezcan, pueden ser clasificadas a una o la otra clase.

Marco sistematico (Framework): Es una estructura de trabajo que proporciona una gufa paso a
paso para la realizacion de proyectos de ciencia de datos. Este tipo de framework ayuda a los cientificos

de datos a organizar su trabajo y a seguir una metodologia clara y sistematica para el analisis de datos.

Modelado de Tépicos/Temas (Topic modeling): En NLP, es un modelo estadistico de Machine
Learning sin supervision que identifica y agrupa tépicos o temas latentes, relacionados en una tematica

en comun, de una colecciéon de documentos sin etiquetar.

Modelado Dinamico de Toépicos (Dynamic Topic Modeling - DTM -): Técnica utilizada en

Machine Learning para descubrir y analizar la evolucion de los temas o topicos en un conjunto de datos
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a lo largo del tiempo. En lugar de considerar los topicos como estaticos, este enfoque permite que los

topicos cambien y se adapten a medida que se presentan nuevos datos.

Modelo de Lenguaje de Gran Escala (Large Language Model -LLM-): Es un tipo de modelo
de lenguaje que esta disefiado para comprender y generar texto en un amplio rango de dominios y
contextos. Estos modelos utilizan técnicas de aprendizaje automatico y estan entrenados en grandes

cantidades de texto para aprender patrones y estructuras lingiiisticas.

Objetivos de Desarrollo Sostenible (ODS): 17 metas de la ONU para la Agenda 2030: ODS1 Sin
pobreza, ODS 2 Hambre Cero, ODS 3 Buena Salud y Bienestar, ODS 4 Educacién de calidad, ODS
5 Igualdad de Género, ODS 6 Agua limpia y saneamiento, ODS 7 Energfa asequible y limpia, ODS 8
Trabajo decente y crecimiento econémico, ODS 9 Industria, Innovacién e Infraestructura, ODS 10
Desigualdades Reducidas, ODS 11 Ciudades y comunidades sostenibles, ODS 12 Produccién y
Consumo Responsable ODS, ODS 13 Accién Climatica, ODS 14 Vida bajo el agua, ODS 15 Vida en
la tierra, ODS 16 Paz, Justicia e Instituciones Sélidas y ODS 17 Alianzas para los Objetivos.

Palabra incrustada (word embedding): Conjunto de modelos de lenguaje y técnicas de aprendizaje
en procesamiento del lenguaje natural (NLP) en donde las palabras o frases del lenguaje natural son

representadas como vectores.

Potencia de Etiquetas (Label Powerset -LP-): Este método de transformacion crea un clasificador

binario para cada combinacién de etiquetas presente en el conjunto de entrenamiento.

Procesamiento de Lenguaje Natural (Natural Language Processing -NLP-): Campo dentro de
la informatica y la inteligencia artificial que se enfoca en permitir que las maquinas entiendan e

interpreten el lenguaje humano tal como se habla o se escribe.
Regresion Logistica (Logistic Regresion -LR-): Tipo de analisis de regresion utilizado para
predecir el resultado de una variable categérica (una variable que puede adoptar un nimero limitado

de categorias) en funcion de las variables independientes o predictoras.

Relevancia Binaria (Binary Relevance -BR-): Método para transformar un problema de

clasificacién multi-etiqueta en multiples problemas de clasificacion binaria.

Sobreajuste (Overfitting): Efecto de sobreentrenar un algoritmo de aprendizaje con unos ciertos

datos para los que se conoce el resultado deseado.

Tokenizacion (Tokenization): Proceso de dividir un texto en unidades mds pequefias, como

palabras, frases u oraciones.

Tépico/Tema: En el contexto de topic modeling en Machine Iearning, se refiere a un concepto semantico

o area tematica que se analiza o se trata en un conjunto de documentos. Un tépico contiene un



conjunto de palabras que aparecen juntas con frecuencia en documentos relevantes. Estas palabras

estan relacionadas semanticamente y capturan la esencia de lo que trata el tema o tépico.

Transformadores (7ransformers): Es un tipo de arquitectura de red neuronal que se utiliza
principalmente en tareas de procesamiento del lenguaje natural (NLP). Los #ransformers se distinguen
por su adopcién de la auto-atencion, lo que les permite aprender dependencias de largo alcance en

secuencias del texto de entrada.

Tri-grama (7Tri-gram): Es un caso de un n-grama, que es una secuencia de tres palabras

consecutivas.

Uno-versus-Resto (One-versus-Rest -OVR-): Técnica para la clasificacion de texto de multiples
etiquetas donde el problema de mdltiples etiquetas se transforma en mdaltiples problemas de

clasificacion binaria.



1 INTRODUCCION

La investigacion cientifica es una actividad clave para el avance y el progreso de la humanidad. Por lo
tanto, las entidades que generan y gestionan el conocimiento tienen una gran responsabilidad ante la
sociedad. Los centros de investigacion, universidades y cualquier otra entidad cientifica buscan tener
la capacidad y eficiencia en dos procesos de la gestion del conocimiento, la evaluacién del impacto
social de su produccion cientifica y el descubrimiento de tendencias de investigaciéon. El primero
permite validar su valor social y académico. El segundo, realizar toma de decisiones y definiciones
estratégicas basadas en datos. Sin embargo, el crecimiento, tanto de los productos cientificos (tesis,
articulos, libros, entre otros) como de la tecnologfa (digitalizacion, almacenamiento, software y

procesamiento), han propiciado un aumento exponencial en el volumen de datos.

Una opcidén para el analisis de grandes conjuntos de datos (datasets) de productividad cientifica es a
través de métodos, técnicas e infraestructura tecnologica basada en Inteligencia Artificial (Artificial

Intelligence, Al).

1.1 Problematica de analisis de produccion cientifica

Las entidades de investigacion que generadoras de conocimiento tienen la necesidad de un analisis de
su produccion cientifica y detectar su influencia. Por lo general, estas entidades deben presentar
informes, reportes e indicadores que muestren su contribuciéon, no solo académica, sino social.
Ademas, se vuelve crucial identificar la alineacién de su produccion cientifica a objetivos y politicas

nacionales o internacionales para valorar su aporte y justificar su trabajo.

Con respecto a las métricas relacionadas a la productividad cientifica, se han desarrollado disciplinas
como la bibliometrfa, la cienciometria y la informetria para cuantificar el aporte del conocimiento de
entidades de investigacion. Estas disciplinas, también conocidas como métricas de la ciencia, buscan

medir la cantidad y calidad de la produccion cientifica de un individuo, grupo o institucion.

La bibliometria se enfoca en el estudio de la producciéon bibliografica. Esta disciplina permite conocer
los procesos de comunicacién escrita, su naturaleza y el curso de desarrollo de una disciplina
(manifiesta a través de la comunicacion escrita), mediante el recuento y el analisis de las diversas facetas
de la comunicaciéon escrita aplicando métodos estadisticos [1]. La bibliometria cientifica se ha
implementado desde hace mas de un siglo. Frank Campbell en 1896 realiz6 uno de los primeros

estudios bibliométrico con métodos estadisticos usando la dispersion tematica en las publicaciones
2]
La cienciometria es el campo de estudio de los aspectos cuantitativos de la ciencia como disciplina o

actividad econémica y es parte de la sociologfa de la ciencia que tiene aplicacion en la formulacién de

5



politicas cientificas [3]. Al enfocarse en la produccion cientifica en general, esta disciplina ayuda a
mejorar la comprension del proceso de investigacion cientifica mediante el examen de los aspectos
cuantitativos de la creacion, difusion y utilizaciéon del conocimiento cientifico. Desde 1969, la
cienciometrfa ayuda a las instituciones de investigacion a evaluar y clasificar los resultados de
investigacion de autores y universidades. Por ejemplo, la cienciometria podria explorar los patrones
de colaboracién entre investigadores en diferentes paises, o la evoluciéon de los tépicos de
investigacion dentro de un campo a lo largo del tiempo. Los analisis cienciométricos también podrian
revelar conceptos clave, coincidencias de palabras clave, redes de autoria, topicos de investigacion

principales, publicaciones histéricas y la evolucion de un campo de investigacion a lo largo del tiempo
[4], [5]-

Por otro lado, la informetria es el estudio de los aspectos cuantitativos de los recursos de informacion
y de la comunicaciéon de la informacién [6] y su aplicacion en el contexto de la toma de decisiones.
Tague-Sutcliffe [3] no solo lo considera para registros o bibliografias, sino lo amplia a la informacién

en cualquier forma, y en cualquier grupo social, no solo cientificos.

Las entidades de investigacion deben reportar su impacto académico y social, comunicar sus logros y
alinearse con los objetivos nacionales y en ocasiones, internacionales. Esto asegurard que su
investigaciéon demuestre un impacto significativo y de valor social. Una muestra es la alineacion de
paises y organizaciones a los Objetivos de Desarrollo Sostenible (ODS). En 2015, la Organizacién de
las Naciones Unidas (ONU) publicé una resolucion, aprobada por su Asamblea General, denominada
Agenda 2030 para el Desarrollo Sostenible. Los 17 ODS y las 169 metas pretenden retomar los
Objetivos de Desarrollo del Milenio en esferas criticas como las personas, el planeta, la prosperidad,
la paz y las alianzas [7]. En esta situacion, el trabajo de los centros de investigaciéon y universidades
para vincular su quehacer con los ODS puede traer beneficios como cambiar politicas publicas,
impactar a las organizaciones y mejorar la vida de las personas a nivel local y global. Esta alineacion a
los ODS incentiva a las entidades a planear estratégicamente a mediano y largo plazo y enfila la
recaudaciéon de fondos de investigacion con la busqueda de prioridades locales y utilizar objetivos
comunes relacionado, por ejemplo, con la salud [8]. Ademas, puede crear nuevas oportunidades para
la diferenciacién y el crecimiento del mercado a través de la innovacién y de mejorar la eficiencia
operativa [9] y con apoyo de la innovacién tecnoldgica abordar desafios globales como pobreza,

desigualdad y cambio climatico.

Existen diferentes formas de identificar el quehacer cientifico de las instituciones académicas con los
ODS. Una de ellas es analizando la integraciéon de la investigacion, la politica y la practica para
comprender, guiar e implementar los cambios necesarios para alcanzar los ODS [10]. Otra via es
analizar los productos cientificos mediante técnicas de la Al, como el Procesamiento de Lenguaje

Natural (Natural Language Processing, NLP) para clasificarlos, por ejemplo, con respecto a los 17 ODS.
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Porque al existir una gran cantidad de datos, sin una automatizacion del andlisis de la productividad
cientifica, las organizaciones necesitarfan invertir una considerable suma de tiempo y esfuerzo para

realizar este proceso manualmente.

La alineacién se puede realizar mediante el analisis de los productos cientificos (articulos, tesis,
participacion en congresos, divulgaciéon) con un enfoque de identificacion y clasificacion a través de
la minerfa de texto. Un primer paso es la coleccion de los datos los cuales se pueden realizar a través
de los sistemas de gestion de referencias bibliograficas. Estos sistemas permiten organizar y gestionar
de manera eficiente las referencias bibliograficas de los trabajos académicos. Plataformas como
Scopus, Web of Science o Dimensions almacenan millones de publicaciones de miles de revistas que
afio o con afio crecen de manera significativa. Si bien estas plataformas son instrumentos utiles para
los investigadores que desean mantenerse al dia con las tltimas investigaciones en su campo o evaluar
el impacto de su trabajo, su uso exclusivo y cerrado podrfa limitar el acceso al conocimiento. Sin
embargo, otra ventaja de estas bases de datos es que proporcionan métricas como el indice h y el
factor de impacto que se pueden utilizar para evaluar la calidad y el impacto de los resultados de la
investigacion [11], [12]. Incluso agencias de financiacién e instituciones académicas suelen utilizar
estas métricas para evaluar la productividad y el impacto de los investigadores. En el caso de los
articulos cientificos que se encuentran en repositorios institucionales o cerrados, podrian estar
inapropiadamente catalogados o indexados segun sus respectivas clases, por lo tanto, la clasificacion

se convierte en un proceso util.

Mediante el analisis de grandes datasets relacionados con varios indicadores sociales y ambientales, la
academia puede emplear métodos de Al para rastrear y monitorear el progreso hacia los ODS.
Obtener informaciéon sobre como los diferentes paises, regiones, comunidades o entidades estan
progresando hacia la agenda 2030 y donde se necesitan esfuerzos adicionales para lograr los resultados
deseados se puede realizar mediante el analisis de datos. Es a través de disciplinas como la ciencia de
datos que se pueden identificar asociaciones y colaboraciones entre organizaciones que comparten
intereses y objetivos similares relacionados con los ODS vy el estudio de datos académicos. Por
ejemplo, es posible catalogar la productividad cientifica con técnicas de la minerfa de datos y el NLP
como la clasificacion de textos para asignarle automaticamente una o mas categorias. Esto puede ser
util no solo en la clasificacion de articulos cientificos y tesis con respecto a los ODS, sino en otras
aplicaciones, como el clasificar contenido en las redes sociales [13]—[10], generar resimenes de texto

cientifico [17] e incluso detectar la colaboracién académica [18], [19].

Como un segundo reto, ademas de la clasificaciéon de textos cientificos, detectar tépicos de
investigacion latentes en articulos cientificos podria ser un componente de informaciéon en la
planeacion estratégica y la toma de decisiones de entidades (gobiernos, universidades y centros de

investigacion), asi como para individuos (cientificos, formuladores de politicas y financiadores). En
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cuanto a la mineria de textos y el descubrimiento de conocimiento, las técnicas de modelado de tépicos
(topic modeling) son métodos no supervisados cominmente utilizados en el NLP para descubrir tépicos
y la minerfa semantica de documentos desordenados [20]. La técnica funciona analizando un gran
corpus de datos de texto, como articulos cientificos o resimenes, y agrupando palabras o frases
similares en tépicos. El descubrir tendencias o topicos emergentes podria apoyar a los académicos a
determinar areas donde existe una brecha en el conocimiento, identificar tépicos relevantes y actuales

que se debaten en su campo de investigacion y dirigir los esfuerzos de investigacion futuros.

Apoyados en el zopic modeling, analizar la evolucion temporal de los tépicos en grandes colecciones de
documentos a través de la Modelado Dinamico de Topicos (Dynamic Topic Modeling, D'TM) es un
ejercicio que permitirfa reconocer propensiones de topicos y palabras en grandes datasets de articulos
cientificos. E1 DTM [21] es una técnica que se basa en el #opic modeling para identificar tematicas que se
componen de un grupo de palabras concurrentes considerando su evolucion temporal. En el contexto
de articulos cientificos, el DTM permite rastrear informacioén sobre surgimiento de nuevos topicos y
el declive de otros, asi como identificar y observar el desarrollo de campos de investigacion

interdisciplinarios.

Ante las decenas de miles de articulos cientificos que se producen en areas de conocimiento especificos
cada afo, conlleva mucho tiempo y esfuerzo que manualmente se analicen articulos cientificos para
reconocer tendencias emergentes de conocimiento. Por lo tanto, la Al puede ayudar en el analisis de
grandes volimenes de articulos y resimenes cientificos, lo que permitirfa a los investigadores
identificar rapidamente informacién relevante y, potencialmente, a establecer nuevas conexiones entre
diferentes tépicos y areas de estudio. Este proyecto de investigaciéon implementa una técnica de #pic
modeling que aprovecha un Modelo de Lenguaje de Gran Escala (ILarge Langnage Models, 1.1LM) y a través

de técnicas DTM, permitiria el descubrimiento de tendencias tematicas [22].

La disciplina de ciencia de datos posibilita la gestién de informacion con el propésito de transformarla
en conocimiento y, al mismo tiempo, ofrece herramientas computacionales para llevar a cabo métodos
estadisticos [23]. Técnicas de NLP como la clasificaciéon de texto multi-etiqueta y el zopic modeling,
dentro de un marco sistematico (framework) de la ciencia de datos, son herramientas que posibilitan el
analisis y el aprendizaje del lenguaje. Para organismos académicos, el analisis automatizado de la
produccion cientifica mediante la aplicaciéon de metodologias de la ciencia de datos y técnicas NLP,
permitirfa reconocer la alineacion a politicas de ciencia y generar estrategias de innovacion. La Figura
1.1 presenta un esquema donde la produccién cientifica de centros de investigacion y universidades es
analizada a través de dos técnicas de la ciencia de datos. Una de ellas es la clasificaciéon de texto que
permite identificar una alineacién, por ejemplo, a politicas de desarrollo sostenible. La segunda, el zpic

modeling, posibilita procesos de innovacion al reconocer tendencias de topicos cientificos. Ambas



técnicas son el trabajo fundamental del proyecto de tesis y a continuacién se desarrolla una

introduccion al respecto.

CENTROS DE INVESTIGACION Y UNIVERSIDADES

PRODUCCION CIENCIADE < <
DATOS ALINEACION EINNOVACION

Articulos

centificos clasificacion de contribucion a Objetivos de

Texto q Desarrollo Sostenible
Multi-etiqueta
Tesis

Tendencias de Topicos

q cientificos

en congresos

Figura 1.1: Proceso de analisis de produccién cientifica a través de la ciencia de datos para la alineacion e

innovacion en entidades académicas.

1.2 Clasificacion de texto

La tesis estudia e implementa técnicas de clasificacion de texto con respecto a los ODS. La
clasificacion es el proceso de ordenar y categorizar datos en varios tipos, formas o cualquier otra clase
distinta que ya esté definida. La tarea de clasificaciéon es muy reconocida en la ciencia de datos. La
clasificacion de texto es una técnica de NLP de analisis de texto para ordenar y categorizar datos en
diferentes tipos, formas o cualquier otra clase predefinida distinta. La clasificacién de textos es una
técnica notable en NLP y una herramienta en articulos de investigacion que facilitan el acceso,

descubrimiento y reutilizacién del conocimiento cientifico [24].

Los problemas de clasificacién de texto se pueden agrupar en tres tipos, binario, multiples clases

(multi-clase) y de etiquetas multiples (multi-etiqueta).

e FEn la clasificacion binaria la tarea es clasificar los datos en una de dos clases.
e En multi-clase, cada instancia pertenece a una sola clase de mas de dos clases posibles.

e La clasificacion multi-etiqueta se refiere a problemas en los que una instancia puede pertenecer

a uno o mas etiquetas predefinidas.

La clasificacion del texto multi-etiqueta, a diferencia de la binaria o multi-clase, presenta mas retos
porque a cada documento se le puede asignar a varias etiquetas. Siendo que un articulo cientifico
podria pertenecer a mas de una clase, la tesis se centra en la tematica de clasificacion multi-etiqueta de
articulos cientificos. Para la clasificaciéon de etiquetas multiples, un método consiste en transformar el
dataser de tal manera que los clasificadores binarios o de multi-clase puedan procesatlos.

Posteriormente, la salida producida por esos clasificadores debe retro-transformarse para realizar
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la prediccion de multiples etiquetas [25]. En los métodos de transformacion de problemas (Problem
Transformation Method) la clasificacion multi-etiqueta se transforma en uno o mas problemas de
clasificaciéon de etiquetas tunicas, combinados para resolver el aprendizaje original de etiquetas
multiples. Estos métodos de transformacion multi-etiqueta incluyen a Labe/ Powerset (LP), Binary

Relevance (BR), Classifier Chains (CC) e incluso a One-versus-Rest (OVR).

Una vez que se han convertido las instancias con multi-etiquetas en documentos con etiquetas binarias
o multi-clase, es posible aplicar algoritmos de clasificacion base como, Naive Bayes (NB), Regresion
Logistica (Logistic Regression, LR), Maquina de Vectores de Soporte (Support VVector Machine, SNGM) y
Bosque Aleatorio (Random Forest, RF).

En la actualidad, considerables investigaciones se centran en aplicar la arquitectura zransformers (Deep
Learning, especificamente BERT) en clasificacién de texto por su alto desempefio. Principalmente,
porque los modelos que aplican BERT aprovechan el aprendizaje por transferencia, la capacidad de
usar un modelo de lenguaje previamente entrenado y por ajustarse para tareas posteriores especificas,
como la clasificacion [26]. Sin embargo, los recursos computacionales necesarios para estos algoritmos
hacen proyectos inalcanzables en instituciones académicas que no cuentan con cémputo de alto
rendimiento [27]. Adicionalmente, Chen etal. [28] demuestra que BERT tiene problemas de eficiencia
en tiempo de ejecucion para clasificacion multi-etiqueta. Por estos motivos, esta es un area de
investigacion abierta para clasificar el documento en multiples clases con alto desempefio mediante
modelos de clasificacion que no requieran de computaciéon de alto rendimiento y sen mas eficientes
en tiempos de ejecuciéon y configuracion de modelos. Por lo tanto, los clasificadores base
computacionalmente eficientes como SVM, LR, NB y RF, son potencialmente viables en entidades
con poco recurso de computo y de conocimiento en DL y cuyas bases de datos son de decenas de

miles de instancias.

1.3 Topic modeling en la ciencia

Las técnicas del NLP llamadas opzc modeling permiten descubrir grupos de palabras (topicos) latentes
en colecciones de documentos, como esos topicos estan conectados entre s{ y cémo cambian con el
tiempo [29]. El topic modeling es implementado para la recuperacion de informacion, clasificacion,
busqueda, NLP, ML, sistemas de recomendacion, analisis de sentimientos, analisis visual, entre otras

aplicaciones [29]—[31].

En el contexto de la investigacion cientifica, al identificar topicos latentes, los investigadores pueden
obtener topicos y conceptos subyacentes en un texto o dataset, lo que puede ayudar a comprender

mejor el problema de investigacion y desarrollar estrategias al respecto.

10



El descubrimiento de tendencias en diferentes dominios académicos continda desarrollindose en los
ultimos aflos, como la medicina [32], atencién médica [33], ciencias computacionales [34] y tecnologias
[35]. Existen diversas metodologias para detectar investigaciones emergentes en articulos cientificos,
como el zopic modeling [35]—[37], en graficos de conocimiento a gran escala que caracteriza los articulos
de investigacion [38], indicadores bibliométricos [39], [40] e incrustaciones de palabras densas en
informacién [41]. Si bien la cienciometria, la bibliomettfa y las citas se han utilizado como indicadores

de tematicas de investigacion emergentes, estas tienen algunas limitaciones.

El topic modeling en articulos cientificos es una técnica de NLP que funciona analizando por lo general
grandes corpus de datos de texto, como articulos cientificos o resumenes, y agrupando palabras o
frases similares en topicos. El algoritmo puede reconocer topicos en funcion de la frecuencia y la co-
ocurrencia de palabras dentro del corpus. En el contexto de los articulos cientificos, el zopic modeling
permite identificar los tépicos mas comunes o relevantes que se discuten dentro de un campo en
particular. Esto puede asistir a los investigadores a identificar nuevas tendencias y conocimientos
latentes, ya que pueden reconocer qué tematicas se debaten con mas frecuencia y qué topicos atraen
la atencion recientemente. La técnica también beneficia en la identificaciéon de conexiones potenciales
entre diferentes topicos, asistiendo a los investigadores a descubrir nuevas relaciones y hacer nuevos

descubrimientos [41].

Los algoritmos de fgpzc modeling contintan siendo importantes para descubrir conocimiento emergente

o tendencias en productos cientificos porque ofrecen varias ventajas clave:

e Escalabilidad: La investigacion cientifica es un campo en constante evolucion y expansion, con
investigadores que publican continuamente nuevos articulos. Sin embargo, la identificacion de
topicos emergentes a través del trabajo manual de revisiéon de articulos se ha vuelto cada vez mas
dificil por el tiempo que este proceso consume. Los algoritmos de #gpic modeling han demostrado
ser una herramienta valiosa para procesar grandes cantidades de datos en poco tiempo e identificar
de manera eficiente los tépicos mas relevantes y trascendentales.

e Coherencia: Los métodos de fgpic modeling aplican algoritmos matematicos para identificar
topicos, lo que significa que los resultados se consideran coherentes e imparciales. Esto es
fundamental en la investigacion cientifica, donde un aspecto sustancial es evitar o disminuir sesgos.

e Relevancia: Los algoritmos de fopic modeling consiguen identificar topicos en funcién de la
frecuencia de palabras y la co-ocurrencia, lo que promueve que los topicos identificados sean

realmente relevantes y significativos.

Adicionalmente, a través del DTM en un dataset de articulos cientificos del dominio de agricultura
organica, esta tesis pretende descubrir topicos latentes en la materia y comprender como se presentan

los topicos en diferentes momentos. La vigencia en implementar el DTM es notable, por ejemplo, en
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documentos de patentes estadounidenses para determinar los enfoques y tendencias de las
innovaciones tecnologicas protegidas [42], el seguimiento de las firmas mutacionales temporales de
los genomas del SARS-CoV-2 [43], incluso en el analisis de datos de Twitter durante la pandemia

Covid-19 [44].

Para este proyecto de tesis, se considera la evaluacion de articulos de agricultura organica de 2015 a
2021 para descubrir, mediante la técnica de DTM, la evoluciéon de los topicos, su crecimiento,

estabilidad o declive con respecto al tiempo.
1.4 Dataser

Los datasets son esenciales para el desarrollo de IA, ya que proporcionan los datos de entrenamiento
utilizados para aprender y probar modelos de wachine learning y deep learning. La creacion de un dataset
confiable para los algoritmos de procesamiento del lenguaje natural es esencial para que los modelos
de AI tengan mejor desempefio. Para casos reales de clasificacién de texto, por ejemplo, nos refieren
a encontrar datasets donde el desbalanceo de etiquetas de clase es una caracteristica en los datos de
aprendizaje y es considerado un problema en los modelos predictivos de clasificacién [45]. Un dataset
se desbalancea cuando una o mas clases tienen proporciones muy bajas, clases minoritarias, en
comparacion con las otras clases en los datos de entrenamiento. Al generar modelos con clases
discretas, las frecuencias relativas de las clases pueden tener un impacto significativo en la efectividad
del modelo [46]. Por esta razén es que, especificamente para el problema de clasificacion, este trabajo
considerd que el dataset tuviera diferentes condiciones de balanceo y desbalanceo en las clases de los
ODS en los articulos cientificos y evaluar el desempefio de los diferentes algoritmos de clasificacion

ante estas condiciones.

Para la técnica de D'TM, la caracteristica principal de los datos es considerar conjuntos anuales, por lo
general desbalanceados, para evaluar los topicos con el paso del tiempo. Este proyecto de tesis,
mediante la ingenierfa de datos, ademas de centrarse en el comportamiento y desempefio de diferentes

modelos de clasificacion y zopic modeling, también mantiene un enfoque en los datos.

Para evaluar las técnicas propuestas de clasificacion de texto multi-etiqueta y zopic modeling, uno de los
requerimientos fue la creaciéon de datasets con determinadas caracteristicas. Al inicio del proyecto de
tesis, no se encontraron datasets publicos originales de articulos cientificos de dominio de agricultura
organica y con las caracteristicas de categorizacion a los ODS. Por lo anterior, se realizé el ejercicio
de creacién de datasets anualizados y condensados multianuales. Los articulos deberfan contar con los

criterios principales siguientes:

e Articulos cientificos provenientes de una fuente confiable.
e Articulos categorizados de los ODS.

e Titulo y Resumen de los articulos, ID de publicacion.
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e De un periodo de siete afios a partir de 2015

e Laagricultura organica como dominio de conocimiento principal.

De acuerdo con Cretchley et al. [47] y Yau et al. [4], los textos principales como titulo y el resumen de
publicaciones cientificas son pertinentes para revisiones conceptuales porque representan contenido
notable de los articulos. Ademas, el titulo y el resumen son metadatos que se ofrecen de manera

gratuita en plataformas de articulos académicos.
1.5 Obijetivos

Esta tesis pretende comparar modelos de NLP para la clasificaciéon de texto con multi-etiquetas y
reconocer el comportamiento diferencial con respecto al dazaset de articulos cientificos, para identificar
criterios en los cuales determinado modelo y dataset, presentan el mejor desempefio de clasificacion.
Adicionalmente, se pretende explorar el comportamiento de diferentes algoritmos para el #pic modeling
y aplicar una técnica para reconocer tendencias cientificas con respecto al tiempo. Lo anterior,
mediante la construccion de frameworks basados en practicas de la ciencia de datos. Con base en estas

consideraciones, se puntualizan los objetivos de la presente investigacion.
Objetivo General

Desarrollar marcos sistematicos que permitan comparar modelos de clasificacién de texto multi-
etiqueta y de zopic modeling en publicaciones cientificas en agricultura organica alineadas a los Objetivos

de Desarrollo Sostenible.

Objetivo especifico 1: Comparar modelos de clasificaciéon de texto con etiquetas multiples aplicando

diferentes criterios de balanceo en los datasets de publicaciones cientificas.

Objetivo especifico 2: Estudiar métodos para el fopzc modeling cientificos de investigacion a partir de

base de datos de publicaciones cientificas.

Objetivo especifico 3: Descubrir tendencias de investigacion mediante el modelo de tépicos

dinamicos a un conjunto de articulos cientificos de agricultura organica con marca de tiempo.

1.6 Hipotesis

Hipétesis 1: El desempefio de un modelo de clasificacion de texto multi-etiqueta esta correlacionado
con la calidad integral de los datos, con el clasificador base y con el método de transformacion multi-

etiqueta, lo cual se puede identificar y cuantificar mediante una comparacion sistematica.

Hipétesis 2: Se espera que, al realizar una comparacion sistematica de métodos y técnicas de
modelado de tépicos, basada en procesos para garantizar la integridad de los datos, se puedan

identificar tendencias de investigacioén latentes y cambios en los topicos a lo largo del tiempo.
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1.7 Contribucion de la tesis

Para cumplir con los objetivos proyectados en esta tesis, se presentaran dos propuestas metodologicas,
una para la clasificacion de texto y la otra para el zopic modeling. Para este proposito, se realizaran dos

frameworks, basados en un proceso estandar de ciencia de datos, con el enfoque siguiente:

1. Comparar el desempefio de cinco modelos de clasificadores de texto multi-etiquetas en
articulos cientificos (titulos y resimenes) categorizados con los ODS. Los datasets se
encuentran bajo cinco escenarios donde presentan caracteristicas especificas de balanceo de
clases.

2. Comparar el desempefio de tres métodos de #pic modeling en articulos cientificos e implementar
una técnica de modelado dinamico de tépicos (DTM) para descubrir tendencias de

investigacion latentes a través del tiempo en el dominio de la agricultura organica.

La comparativa de clasificadores de texto se basara en algoritmos base de clasificacion binaria que, en
conjunto con técnicas de transformacion de problemas de categorizacion, consiguen la clasificacion
de texto con multiples etiquetas de clase. Mediante métricas de evaluacién para algoritmos de
clasificacién se pretende identificar el modelo mas eficiente. El proyecto de clasificacion tiene, tanto
un enfoque de datos, como un enfoque a los modelos de NLP. El enfoque a los datos se refiere que
a que se plantearan ajustes a los dafasets para crear diferentes escenarios a los modelos de clasificacion.
El enfoque a los modelos se refiere a que se compararon cuatro algoritmos base de clasificacion (NB,

SVM, LR y RF), cada uno con cuatro diferentes métodos de transformacion (OVR, LP, BR y CC).

Esta investigacion pretende contribuir a reconocer qué modelo de clasificacion de texto, con algoritmo
de clasificaciéon base y método de transformacion, asi como en qué condiciones de los datasets,
permitiran de manera aceptable clasificar los articulos de investigacién (con titulo y resumen)

etiquetados con los ODS.

Este proyecto de tesis ofrece evidencias de una clasificacion de articulos cientificos con respecto a los
ODS con valores aceptables de F7-score, Hamming loss 'y exactitud (accuracy) con un algoritmo base
como Support Vector Machine, en conjunto con el método de transformacion Labe/ Powerset, sobre datasets

que fueron reducidos de las clases minoritarias.

Asi mismo, el presente trabajo intenta aportar en la comparacion de métodos de Zgpic modeling mediante
un framework que define procesos y procedimientos para el tratamiento de los datasefs, para la
implementacién de los modelos y para su evaluacion con métricas de desempefio. A través de esta
comparativa, se proyecta reconocer el método de zgpic modeling que genere mayor coherencia de sus
topicos para articulos cientificos cuyo texto de analisis es el titulo y el resumen. Adicionalmente, este
trabajo entrega evidencias de que al aplicar el método de DTM, se genera conocimiento de las

tendencias de topicos o tematicas en agricultura organica y su evolucion en el periodo 2015-2021.
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Una aportacion subyacente serd la creacién de datasets anualizados que suman aproximadamente
180852 articulos cientificos (titulo y resimenes) en agricultura organica del periodo enero-2015
aagosto-2021 para el proceso de clasificacion y 247234 instancias (enero 2015 a diciembre 2021 para
el topic modeling. 1.os datasets estan clasificados con etiquetas de clase de los 17 ODS de la Agenda 2030
de Ja ONU. Al momento de su creacién no se tenfan antecedentes de datasets publicos disponibles en

esta area de conocimiento con dichas caracteristicas.
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2 ANTECEDENTES

En esta seccion se presenta los trabajos previos relacionados a la clasificacion de texto multi-etiqueta

y topic modeling.
2.1 Antecedentes en clasificacion de texto multi-etiqueta

La clasificacion y la categorizacion son formas de organizar la informacion que tienen como objetivo
mostrar las relaciones entre conceptos, generalmente relaciones jerarquicas, reuniendo términos que
representan significados similares de conceptos [6]. Un sistema que clasifique publicaciones cientificas
ayudarfa a investigadores y organizaciones académicas a reconocer la categoria de sus productos

cientificos, por ejemplo, con respecto a los ODS.

Como se ha mencionado en la introduccion, existe una problematica diferente en la clasificaciéon multi-
etiqueta comparada con la binaria y la multi-clase, porque las instancias podrfan contar con una o mas
etiquetas de clase y el uso de los clasificadores base binarios o multi-clase como NB, RL, SVM y RF
no pueden aplicarse directamente. Para este proyecto de investigacion, se han identificado tres
soluciones para la clasificacion multi-etiqueta, (1) Transformacién del problema, (2) Adaptacion del

problema y (3) método de conjunto (ensenzble).

Las técnicas de transformacién del problema multi-etiqueta generan uno o varios datasets con etiquetas
binarias o de varias clases, que pueden ser utilizadas por los algoritmos de clasificacion base. One-versus-
Rest (OVR), Label Powerset (LP), Binary Relevance (BR) y Classifier Chain (CC) son técnicas de
transformacién multi-etiqueta que se emplean en solucién de problemas o como clasificadores de
referencia en trabajos de recomendaciones de etiquetas [48], de hallazgos médicos [49], de experiencias
de aprendizaje de estudiantes [50], texto de microblogging [51], y de problemas de clasificacién de

literatura del COVID-19 [52].

Los métodos de adaptacion de problema extienden modelos de aprendizaje particulares para manejar
directamente la clasificacion de etiquetas multiples [53]. Son ejemplos de adaptacion de problemas, el
método basado en arboles como ADTBoost.MH, el basado en redes neuronales como Back Propagation

Multi-label BP-MLL) y el basado en SVM como Rank-ST M.

Los métodos ensemble amalgaman multiples clasificadores para hacer predicciones de etiquetas
multiples, donde algunos de los métodos de transformacién o adaptacion se combinan de forma
independiente [25]. Ensemble of Classifier Chains (ECC), Random k-Labelsets (RAKEL) y Hierarchy of Multr-

label Classifiers HOMER) son métodos ensenble que se basan en clasificadores binarios o multi-clase.
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Pukelis et al. [54] desarrolld un proyecto de fuente abierta basado en un framework que se basa en
vincular elementos de ontologfa, de caracteristicas o palabras clave de modelos de ML y de topicos de
Microsoft Academic Graph. El trabajo de Sovrano et al. [55] clasifica documentos de la ONU con
respecto a los ODS para monitorear avances en el combate de la pobreza, discriminacién y cambio
climatico. Finalmente, Medina et al. [56] estudié y comparé diferentes clasificadores de texto multi-

etiquetas con relacion a los ODS.

Estudios de investigacién comparando clasificadores base (NB, LR, SVM y RF), con métodos de
transformacion multi-etiqueta, contindan siendo de interés al permitir reconocer caracteristicas de
desempefio especificas en escenarios y textos variados [24], [56]—[59]. Por ejemplo, Yapp et al. [5§]
estudio siete métodos de aprendizaje multi-etiqueta en relaciéon con cuatro tipos de clasificadores base
utilizando 11 datasets y 16 métricas de evaluacion. Sus resultados presentan que el algoritmo SVM es
el mejor clasificador para BR, CC, entre otros. En clasificacion multi-clase, Pranckevicius y
Marcinkevi¢ius [59] comparan a NB, SVM, RF, LR y arboles de decisién con textos cortos de
revisiones de productos en 7 datasets de diferentes tamanos. Mostraron que el método de clasificacion
multi-clase LR dio como resultado la mayor precision de clasificacion (maximo 58.5%) en
comparacion con NB, RF y SVM. Ademas, sus experimentos concluyen que el aumento del dafaser de
entrenamiento de 5000 a 75000 revisiones por clase mostré un crecimiento de accuracy poco
significativo del 2% en clasificadores NB, RF y SVM. Otro trabajo relevante es la comparativa de
modelos de clasificacién base (NB, SVM, LR y kNN) contra modelos de palabra incrustada (word
embedding) como ULMFIT, BERT, Word2Vec, entre otros, realizados por [56]. Sus resultados de
clasificacién sobre documentos relativos a los ODS concluyeron que métodos mucho menos costosos
computacionalmente como SVM y LR eran casi tan efectivos como el modelo de aprendizaje

profundo BERT en términos de la métrica F7-score.

Garcia-Silva y Gomez-Perez [24] compard diferentes modelos pre-entrenados (BERT, sciBERT vy
BioBERT) contra SVM y fastText para la clasificaciéon multi-etiqueta de articulos cientificos (titulo y
resimenes), teniendo resultados solventes por parte de SVM. Por ejemplo, para articulos cientificos
en Biologia, OVR-SVM obtiene 88% en F7-score, mientras que el mejor BERT, SciBERT con 88.7%
en un dataset de (65340 instancias y 9 clases). Con un segundo dataset de 405000 articulos y 22 etiquetas,
el OVR-SVM presenta 81% y el mejor BERT (SciBERT) un 84% en F7-score.

2.2 Antecedentes en fopic modeling

Como se ha descrito en el capitulo 1, entidades académicas pueden aprovechar las capacidades
tecnoldgicas de procesamiento y software para el analisis masivo de datos provenientes de productos

académicos. Sin embrago, un problema es la gran cantidad de conocimiento que se genera hoy en dia,
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agregando que la era digital facilita el acceso a revistas y bases de datos bibliograficas académicas. Por
ejemplo, en 2020, 2.9 millones de articulos cientificos fueron publicados [60] en aproximadamente
27000 revistas cientificas [61]. Por lo tanto, para la tarea académica de estudiar y descubrir tépicos
cientificos y sus tendencias, se requeriria de gran inversién de tiempo y personal para analizar miles

de documentos cientificos si no se cuenta con el apoyo de la tecnologia como el NLP a través de ML.

En la minerfa de texto, para el descubrimiento de conocimiento, las técnicas de Zgpic modeling son
métodos no supervisados utilizados en NLP para el descubrimiento de tematicas y la mineria
semantica de documentos no ordenados [20]. Para descubrir topicos de un conjunto de documentos,
el topic modeling analiza los escritos para develar la estructura de topicos latente —los tépicos, las
distribuciones de tépicos-por-documento y las asignaciones de topicos por-documento-por-palabra—
[29].

Existen técnicas de opic modeling clasicos como Latent Dirichlet Allocation (LDA) [62] y Non-negative
Matrix Factorization INMF) [63] que se mantienen como alternativas adecuadas para descubrir topicos
de publicaciones cientificas. Por ejemplo, Yau et al. [4] cre6 agrupamientos (¢/usters) de documentos
con LDA y exploré aplicaciones cienciométricas. Asmussen y Moller [64] presentaron un framework
de tres pasos, preprocesamiento, fopic modeling y post-procesamiento de articulos cientificos. Una
metodologfa para evaluar cuantitativamente los tépicos de LDA mediante mapas y redes relacionales
es creada por [65]. Gupta et al. [66] mejora los resultados de LDA al incluir el valor de una técnica de
NLP llamada TE-IDF (Terw Frequency-Inverse Document Frequency). Abuhay et al. [67] predijo tendencias
aplicando NMF y grafica cambios de los topicos con respecto al tiempo en articulos de conferencias
de ciencias computacionales. Otro ejemplo, es el de Castano et al. [68] que aplica LDA para crear
topicos, y después de otras técnicas, analiza la dinamica y la evolucién de la investigacién en un nivel

de consulta mas semantico y de alto nivel.

Recientemente, se han creado métodos de zopic modeling basados en LLM como Bidirectional Encoder
Representations from Transformers, BERT [69], [70]. BERT es un modelo LLM que se basa en la
arquitectura fransformer para reconocer las relaciones y el contexto de palabras en un enunciado, en
donde las palabras son vectorizadas por la llamada técnica de incrustacién o anidamiento de palabras
(word embedding). Una caracteristica de BERT es que puede ser pre-entrenado con millones de
documentos y posteriormente ajustarse finamente (fine-tuning) para tareas especificas en NLP donde
obtiene los rendimientos mas altos hoy en dia [69]. TopicBERT [70], BERTopic [22] y tBERT [71]
son técnicas donde se aprovechan los modelos LLM pre-entrenados de BERT. TopicBERT utiliza el
modelo pre-entrenado llamado Sentence-BERT [72] para comparar la comparacion de similitud
semantica de tweets para detectar topicos en esta red social. tBERT implementa LDA para predecir
la similitud semantica. Por otra parte, en BERTopic, su modelo predeterminado también es Sentence-

BERT que transforma los documentos de entrada en representaciones numéricas llamadas vectores
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(embedding), después aplica el método HDBSCAN para el custering y aplica un TF-IDF modificado (c-
TF-IDF) para extraer descripciones de topicos latentes de un conjunto de documentos al reconocer

las palabras mas relevantes por duster.

2.3 Metodologia de ciencia de datos

La ciencia de los datos involucra una serie de principios, definiciones de problemas, algoritmos y
procesos que permiten la identificacion de patrones utiles y no obvios a pattir de grandes datasets [73].
Para el proceso de ciencia de datos, se han desarrollado diferentes frameworks con el objetivo de
estandarizar el emprendimiento y resoluciéon a problemas y proyectos en este campo, uno de ellos es
la clasificacion. Recientemente, se han desarrollado frameworks con enfoque a equipos y con referencias
a métodos agile (enfocado a colaboracion, adaptabilidad y entrega de valor continuo y rapido) como
Team Data Science Process (TDSP) de Microsoft y Domino [74]. Ambos estan basados en CRoss-Industry
Standard Process for Data Mining (CRISP-DM) vy Knowledge Discovery in Databases (IKDD) que son

metodologias de los 90's que en la ciencia de datos han encontrado una implementacién frecuente.

CRISP-DM es una metodologia integral que ofrece un plan estructurado para llevar a cabo un
proyecto de minerfa de datos [75]. En CRISP-DM el ciclo de vida de un proyecto de minerfa de datos
consiste en seis fases, (1) Entendimiento del negocio, (2) Entendimiento de los datos, (3) Preparacién
de los datos, (4) Modelado, (5) Evaluacion del modelo e (6) Implementacion. La Figura 2.1 presenta
las fases y los flujos de un proceso CRISP-DM.

Entendimiento pa——aEntendimiento
del Negocio del Dato
Preparacion

Implementacion

k

Figura 2.1: Fases del modelo sistematico CRISP-DM [75].

KDD es el proceso organizado de identificar patrones validos, novedosos, utiles y comprensibles a
partir de datasets grandes y complejos [76]. KDD tiene como nticleo la mineria de datos que, a su vez,

es un proceso que busca reconocer patrones en grandes datasets aplicando métodos y técnicas de IA,
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la estadistica y sistemas de base de datos. El proceso KDD consistente en siete pasos, (1) Desarrollar
una comprension del dominio de aplicacion, (2) Seleccion y creacion de un dataset, (3)
Preprocesamiento y limpieza de los datos, (4) Transformaciéon de datos, (5) Minerfa de datos, (0)
Evaluacion e interpretacion de resultados y (7) Uso del conocimiento descubierto [76]. La Figura 2.2

presenta el modelo KDD para el proceso de minerfa de datos.

CONOCIMIENTO

EVALUACION E
INTERPRETACION
a

MINERIA

4

DE DATOS
TRANSFORMACION [
PREPROCESAMIENTO [

Datos Datos . Datos

‘Seleccionados:  Preprocesados : Transformados :
: H : i Patron

Modelo:

COMPRENSION
DEL DOMINIO

Figura 2.2: Proceso de Knowledge Discovery in Databases (IKDD) basado en [70].

En un proyecto de analisis comparativo de modelos de Al para la clasificacién de texto y el sgpic
modeling podria considerar las principales etapas de KDD, sustituyendo el Data Mining por el proceso
de construccién del modelo de IA. Es decir, el framework, basado en CRISP-DM y KDD, propuesto

para la clasificacién de texto constara de seis etapas principales:

Recuperacion de Informacion.
Creacioén del dataset.

Anilisis de los datos.
Preprocesamiento de datos.

Construccion del modelo.

A A o e

Ewvaluacion del modelo.

A continuacién, se desarrolla cada etapa describiendo los métodos y técnicas respectivas que aplican

para ambos procesos principales de la tesis, clasificacion de texto multi-etiqueta y Zopic modeling.

2.3.1 Recuperacién de Informacion

Dentro de la revisiéon de antecedentes, autores y experimentos relativos a la clasificacién de texto en
articulos cientificos, uno de los aspectos que se debfan definir eran las caracteristicas del texto a

analizar y los criterios del contenido de los datasets. En la investigacion bibliografica se identificaron

20



dos aproximaciones principales de las caracteristicas del texto de los articulos cientificos para
implementar los modelos de clasificacién, una aproximacion basada en el contenido y otra basada en

metadatos.

La aproximacién basada en contenido tiene el enfoque de tomar en cuenta todo el documento o
articulo. Autores como [77]—[79] presentan clasificaciéon multi-etiqueta, o multi-clase, aplicando TD-
IDF, frecuencia de términos o mediciones estadisticas, pero todos con el criterio de utilizar todo el
contenido de los articulos. Mientras que la aproximacion basada en metadatos define como elementos
principales metadatos como el titulo, resumen, palabras clave, referencias o términos generales. Los
siguientes autores implementaron combinaciones de metadatos del articulo como titulo, resumen y

palabras clave para la creacion de los datasets para los modelos de clasificacion [24], [80]—[82].

Una ventaja de la aproximacién basada en contenido es que permite potencialmente mejores
resultados en sus métricas de clasificacion porque el contenido completo de los documentos ofrece
mayores caracteristicas comparado con la aproximacién con metadatos [83]. Sin embargo, la ventaja
principal de un acercamiento a través de metadatos es que esta informacion es gratuita y disponible
en casi todas las bases de datos de productos cientificos como Scopus, Web of Science y Dimensions,

por citar ejemplos.

Este proyecto considera una aproximacion basada en metadatos, seleccionando titulo y resumen como
textos principales, primordialmente por su gratuidad y porque se consiguen resultados favorables en

clasificacion de texto [82] y de zopic modeling [4], [84] con metadatos como titulo y resumen.

2.3.2 Creacioén del dataset

La creacion del dataset para un proyecto de ciencia de datos puede generarse de tres formas, la primera
es seleccionando, sin modificacion, datasets que se encuentran en repositorios publicos como NASA,
data.gov, Twitter, Kaggle, Quandl, entre otros. Asi mismo, existen repositorios con datasets de perfil
mas académico como Zenodo, el de la Universidad de California Irvine, Figshare y Science Data Bank.
Algunos ejemplos de datasets publicos especificos de articulos cientificos son el de Web of Science
dataset, de arXiv datasef, de PubMed, de articulos de conferencias NIPS. La segunda opcién es
modificando uno de los datasets piblicos. Y la tercera alternativa serfa generando el propio dataset con
las caracteristicas especificas, pero con el requerimiento de tiempo invertido en la coleccién y limpieza

del mismo.

Dentro del framework KDD el énfasis en esta etapa se enfoca en la posibilidad de crear datasets de
fuentes diversas e integrando todos los datos en uno o varios datasets que incluyan los atributos que
seran considerados en el proyecto [76]. La creacion del dataset se convierte en una fase trascendental

en el proyecto de ciencia de datos porque los modelos se entrenan, aprenden y descubren con base en
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los datos colectados. Si algun atributo de alto impacto estuviera ausente en el dataset o, por el contratio,
existiera atributos que no aportan y afectan de sobremanera a los modelos, los resultados se verian

afectados considerablemente.

De acuerdo con [85], si bien en los ultimos afios los datasets para clasificacion de texto se han
incrementado, también es cierto que existe un requerimiento de mayor diversidad, por ejemplo, datasets
con multi-idiomas. Por ello, en ocasiones existe la justificacién y necesidad de crear dafasets para

probar diferentes caracteristicas de los modelos.

2.3.3 Andlisis de los datos

Al andlisis de datos metédico se le lama Exploratory Data Analysis (EDA). E1 EDA es el proceso de
analizar un dataset utilizando medidas estadisticas para descubrir patrones, anomalias y suposiciones
que pueden ayudar a probar hipétesis. El objetivo principal del EDA es comprender mejor los datos

antes de involucrarse en el modelado formal o la formulacién de hipotesis [86].

Desde 1977, John W. Tukey fue uno de los primeros estadisticos en describir el EDA. Tukey [87] lo
definfa como trabajo de detective numérico, de conteo o grafico. EDA fue introducido por Tukey
como un elemento que complementa a lo que se considera hoy en dia al modelado predictivo. En
1979, Hartwig y Dearing [88] consideraban que si los investigadores conocen tanto como sea posible
acerca de sus datos aplicando el EDA, es probable que los analisis de datos posteriores sean mas
solidos. Hartwig y Dearing [88] declaran dos principios para el EDA, escepticismo y apertura.
Adicionalmente, [89] considera que el EDA implica la visualizacion de los datos patra buscar anomalias
o patrones, el uso de estadisticas para sintetizar los datos y la apertura a la transformacion de los datos

para obtener una mejor comprension.

El EDA es una de las etapas iniciales en el proceso de la ciencia de datos que permite en cualquier
proyecto un entendimiento preliminar del dafaset y sus caracteristicas principales. E1 EDA implica
examinar los datos para entender sus caracteristicas, su distribucién, reconocer relaciones entre
variables, identificar desbalanceo de clases, asi como verificar si hay evidencia a favor o encontrar de
una hipotesis establecida. Adicionalmente a través del EDA se puede identificar problemas con los
datos colectados, como datos faltantes, errores de medicién y de formato o detectar donde se requiere

colocar mas datos [90].

Para tareas de clasificacién de texto de etiquetas multiples el EDA implica examinar el dafaset para
comprender sus caracteristicas de balanceo, distribuciéon de clases, patrones y relaciones de las
etiquetas. E1 EDA puede ayudar a identificar posibles problemas o desafios en los datos, como

desequilibrio de clases, valores atipicos, valores faltantes o inconsistencias.
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En el EDA, caracteristicas descriptivas como la cardinalidad y la densidad de etiquetas de clase es
informacién que podrian orientar el desempefio de los modelos de clasificacion. ILa cardinalidad de
etiquetas es el nimero promedio de etiquetas del total de las muestras y la densidad de etiquetas se
refiere al promedio de etiquetas del total de las muestras divido entre el total de clases [91]. Los valores
de densidad mas altos indicaran que las etiquetas en el dazaset estan bien representadas, por el contrario,

valores bajos de densidad expresan mas dispersion [25].

Experimentos de Bernardini et al. [92] demostraron que los métodos de clasificaciéon multi-etiqueta
pueden verse mas afectados por valores de baja densidad de etiquetas que por valores altos de
cardinalidad. Spyromitros et al. [93] presenta la influencia de un clasificador multi-etiqueta y el efecto
que genera valores de baja densidad de etiquetas de clase en tres diferentes datasets de diferentes

tematicas.

Para esta tesis, se considerd relevante evaluar la distribucion de las etiquetas de clase de los 17 ODS,
su cardinalidad y densidad para tomar en cuenta el efecto en el desempefio de los clasificadores. En
relaciéon con el EDA para el topic modeling, 1a estadistica descriptiva es la principal herramienta para
formular resimenes de datos elementales, ya sea numéricos o visuales, para facilitar la comprension
de los datos, asi como mediciones de la tendencia de la centralidad como el promedio, la media o la
moda. Adicionalmente, para variables categdricas con valores discretos se puede resumir los datos
categbricos para el conteo, por ejemplo, se puede graficar las primeras 20 palabras que mas ocurren

en el dataset.

2.3.4 Preprocesamiento de datos

El preprocesamiento de datos y la extraccion de caracteristicas (feature extraction) son relevantes para la
categorizacion de texto porque transforma el dato en un formato mas manejable y elimina informacion
superflua [94]. A diferencia de las imagenes y audios, los textos de documentos carecen de
caracteristicas de representacion natural. Por ejemplo, una solucién al problema de caracterizar el texto

de manera simple es bag-of-words, que vectoriza los documentos de texto [95].

Para los datasets de texto, el preprocesamiento, mejora la calidad de los datos, facilita su analisis permite
técnicas de dimensionalidad [96]. En NLP existen diferentes técnicas para el preprocesamiento de
texto. A continuacion, se detallan las técnicas del preprocesamiento de texto para la clasificacion o el

topic modeling.

2.3.4.1 Limpieza de texto
Para una extraccion de las mejores caracteristicas del texto existen técnicas de limpieza como stopwords

(que elimina las palabras mds comunes como determinantes y preposiciones, entre otras), la
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conversion del texto a minudsculas y la eliminaciéon de letras o texto que no aportan al contenido.
Adicionalmente, existen procedimientos de preprocesamiento adicionales como stemming [97] y
lemmatizing |98]. Lemmatizing es un proceso que consiste en transformar las palabras en una forma
basica o lema. Lema es la forma que se acepta como representacion de todas las formas flexionadas
(plural, femenino, conjugacion, entre otras). Stemming es una técnica para reducir las palabras a su raiz,

pero corriendo el riesgo de generar palabras sin sentido [99].

LLla combinaciéon de técnicas de preprocesamiento, dependiendo del domino y del idioma, podrian
tener influencia positiva o negativa en la clasificacién de texto. Por ejemplo, en clasificacion de texto,
para Uysal y Gunal [96] no existe una combinacién tunica de técnicas preprocesamiento. Sin embargo,
sus resultados para el idioma inglés en dafasets de noticias y correos electronicos (textos cortos)
muestran que la conversiéon a mindsculas mejora el accuracy de la clasificacion y los stopwords los

considera importantes.

Resultados de Gongalves y Quaresma [100] demuestran que, en articulos cientificos de MEDLINE,
el stemming y la limpieza de texto mejoran el accuracy en clasificacion. Sin embargo, para Toman et al.
[101] el stgpwords mejord el accuracy de la clasificacion, pero el stemming o el lemmatizing fueron negativos
para la categorizacion de texto. De ahi que, para esta tesis, se considera pertinente realizar pruebas
con estas técnicas con los datasets generados y verificar su influencia en el desempeno del 7gpic modeling

y de la clasificacién multi-etiqueta.

2.3.4.2 Creacion de tokens

En el procesamiento de texto, #kenization se refiere al proceso de segmentar los datos textuales en
palabras, frases u otras unidades de significado, cominmente conocidas como fokens [102]. El
tokenization representa un paso inicial que divide las cadenas de texto mas largas en componentes o
tokens mas pequefios. Generalmente, este proceso de fokenization implica la seleccion de caracteres
exclusivamente alfabéticos o alfanuméricos separados por caracteres no alfanuméricos, como espacios
en blanco o puntuaciones. Después del #okenization, para poder utilizarse como entrada para un
algoritmo de ML, el contenido textual debe codificarse en valores numéricos, como enteros 0 nimeros
de punto flotante, que cominmente se conoce como extracciéon de caracteristicas o vectorizacion
[103]. Una vez que la técnica de fkenization se ha implementado a los documentos, se puede aplicar
un método de feature extraction de texto para obtener las caracteristicas mas distintivas de un texto. Esto
se logra reduciendo la dimensionalidad (transformar datos de alta dimension a una representaciéon de
baja dimension, preservando propiedades significativas de los datos originales) y generando cierta

estructura de los datos [94], [104].
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2.3.4.3 Extraccion de caracteristicas (feature extraction)

La clasificacion multi-etiqueta podria implicar datos con muchas caracteristicas (feazures) y textos sin
estructura. Por lo tanto, primero se pueden extraer las caracteristicas mas distintivas de un texto,
reduciendo asi la dimensionalidad mediante el proceso llamado feature extraction [94]. Algunas técnicas

comunes de feature extraction son, bag-of-words, TF [105], TF-IDF [106] y Word2Vec [107].

Una manera de analizar los #okens de los documentos es reconocer las frecuencias de las palabras a
través del bag-of-words, sin embargo, existen técnicas que toman en cuenta la importancia de las palabras

en un corpus de documentos, como TF-IDF.

TF-IDF es una técnica de NLP para evaluar la relevancia de las palabras en un documento y es
utilizada ampliamente en la minerfa de texto, asi como en la recuperacion de informacion. Esta técnica
se basa en el supuesto de que las palabras mas importantes en un documento ocurren con mayor

frecuencia, pero son menos comunes en el corpus de documentos en general [108].

La técnica de TF-IDF se calcula mediante dos medidas principales, la primera es TF que mide la
frecuencia con la que una palabra aparece en un documento. El valor TF se puede calcular de
diferentes maneras, pero la medida mas comun es la frecuencia de término directa, que simplemente
cuenta el numero de veces que aparece una palabra en un documento. La segunda es IDF que mide
la rareza de una palabra en el corpus. Entre menos frecuente es la palabra en los documentos, su valor
es mayor. El valor IDF se calcula como el logaritmo del numero total de documentos en el corpus
(N), dividido por el nimero de documentos que contienen la palabra en cuestion (df;). La férmula

general de IDF se representa de la siguiente manera, ecuacion (1 ):
N
IDF, = — 1
t log ar; (1)

Para producir un peso compuesto para cada término en cada documento, el esquema de ponderacion

TF-IDF asigna al término ¢ un peso en el documento d dado por la siguiente férmula
(2):
TF —IDF,4 = TF,4 X IDF, (2)
De acuerdo con [109], TF — IDF, ;4 asigna al término £un peso en el documento d que es:
e Flpesomas alto cuando focurre muchas veces dentro de un pequefio nimero de documentos
(lo que permite un alto poder de discriminacion a esos documentos).

e Un peso mas bajo cuando el término se encuentra menos veces en un documento, o aparece

en muchos documentos (brindando una sefial de relevancia menos pronunciada).

e Flpeso mas bajo cuando el término aparece en practicamente todos los documentos.
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Otra técnica de feature extraction en los textos, son los n-grams [110]. La técnica de #-grams es un método
que implica la identificacién de conjuntos de n palabras que estan presentes en un texto en una
secuencia precisa. Un bi-gram es cuando n=2. Si bien este enfoque no captura la esencia completa del
texto, puede servir como una caracteristica util para representarlo en ciertas aplicaciones [104]. La
generacion de bz-grams y tri-grams incrementa significativamente la dimensionalidad de la bag-of-words y
podria provocar escasez de los datos (data sparsity) y mas costo de computo [111]. Por ello, si bien los
n-grazs ayudan a crear mayor contexto y a enriquecer la informacion y los resultados, también es cierto

que entre mas grande sea n, el costo en computo y el desempefio del modelo podria comprometerse.

2.3.5 Construccion del modelo

Una fase trascendente en el framework CRISP-DM es el modelado o construccién del modelo. Es en
esta etapa donde, (1) se toman las decisiones del tipo de técnica del modelo, (2) se generan los criterios
de las pruebas, (3) se construye el modelo y (4) se obtienen datos para su evaluaciéon [112]. A
continuacién, se presentan antecedentes e investigaciones relativo a las técnicas de clasificacion de

multi-etiqueta y zopic modeling.

En la primera etapa de la seleccion de la técnica del modelo, para esta tesis, se refiere a la eleccion de
los modelos de clasificacion de texto multi-etiqueta y de Zgpic modeling que seran comparados, asi como

a la definicién de criterios de parametros y caracteristicas de los datasets.

2.3.5.1 Modelo de clasificacion multi-etiqueta

Con base en la busqueda de clasificadores que consuman pocos recursos computacionales [104],
[113]—[115], se han seleccionado cuatro clasificadores base, Naive Bayes (NB), Support 1 ector Machines
(SVM), Laogitic Regresion (LR) y Random Forest (RF). Por ello, debido a que los clasificadores
seleccionados trabajan como clasificadores binarios o multi-clase, es necesario un proceso previo de

transformacion de los datasets multi-etiquetas para convertirlos en instancias binarias o multi-clase.

A continuacién, se describen los métodos de transformaciéon multi-etiqueta y los modelos de

clasificacion base seleccionados para este proyecto de tesis.

Los métodos de transformacién de problemas convierten el problema de clasificacién multi-etiqueta
en uno o mas problemas de clasificacion binaria o multi-clase. Entre los mds reconocidos estan Binary
Rrelevance (BR) [116], Label Powerset (LP) [117], Chain Classifiers (CC) [118] y One-versus-Rest (OVR).
Criterios como su uso frecuente, resultados positivos en articulos cientificos o textos cortos y el

supuesto poco requerimiento de computo se pueden reconocer en investigaciones de [80], [82], [94],
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[119], [120]. A continuacion, se describen mas a detalles los métodos de transformacién considerados

para esta tesis.

BR descompone la tarea de aprendizaje multi-etiqueta en multiples tareas de aprendizaje binario
independientes. BR altera el aprendizaje en un conjunto de tareas de clasificaciéon binaria, una por
etiqueta, donde cada modelo individual se aprende de forma independiente, utilizando solo la
informacién de esa etiqueta particular e ignorando la informacioén de todas las demas clases [121]. El
principal inconveniente de la técnica de BR radica en su incapacidad para considerar las dependencias
entre etiquetas, lo que podrtia resultar en la imposibilidad de predecir ciertas combinaciones de
etiquetas en presencia de dicha dependencia [118]. La Figura 2.3 muestra un ejemplo donde las clases
de ODS1, ODS2 y ODS3 estan distribuidas en los articulos cientificos (Articulo 1, Articulo 2 y
Articulo 3).

Etiquetas de clase

Articulo5hs1 ODS2 | ODS3
Articulo 1 1 0 1
Articulo 2 1 0 0
Articulo 3 0 1 1
Articulo 1 Articulo 1 Articulo 1
Articulo 2 1 Atrticulo 2 O Articulo 2 0
Articulo 3 0 Articulo 3 1 Articulo 3 1

Figura 2.3: Descomposicién de multi-etiqueta a clasificacién binaria con BR.

LP transforma el dataset multi-etiqueta al tratar cada combinacion unica de etiquetas en el conjunto de
entrenamiento como una clase distinta [91]. El método LP ha sido implementado como un recurso al
problema de tratar con un nimero grande de etiquetas de clase en tareas de clasificaciéon multi-
etiquetas [122]. A diferencia de OVR y BR, LP incluye implicitamente las relaciones ocultas entre
etiquetas en el proceso de aprendizaje. Sin embargo, LP tiene varias limitaciones, como el no poder
predecir conjuntos de etiquetas que no se presenten en el conjunto de entrenamiento. En el caso de
que el conjunto de entrenamiento presente pocas instancias se podria generar un sesgo en el
aprendizaje. Para LP la complejidad computacional crece exponencialmente con el numero de
etiquetas [58]. Esta complejidad en cémputo se debe a que tedricamente, 2% combinaciones de
etiquetas diferentes pueden existir en un dataset con k etiquetas. En la practica, este nimero esta
limitado por el nimero de instancias en el dataset. La Figura 2.4 muestra el proceso de LP, donde los
conjuntos de etiquetas en el dataset original se traducen en identificadores de clase unicos y
posteriormente se usan para entrenar un clasificador multi-clase. Al procesar una nueva muestra de
prueba, la salida se traduce hacia atras para obtener las predicciones de la etiqueta [25]. LP ha logrado
tener buenos resultados con SVM, no solo para clasificar articulos cientificos [24], sino para clasificar
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videos por ejemplo, para clasificar videos multi-etiqueta multimodal [123], para clasificar fonemas

[119], o clasificar flujo de datos [124].

Dataset Multi-etiqueta

Articulo ODS1 ODS2 ODS3

Articulo 1 =P C101
Articulo 2 - CO11
Articulo 3 wp C100
Articulo 4 wp CO10

Dataset Multi-clase l

Articulo Clase

Articulo 1

Articulo 2
Articulo 3
Articulo 4

Instancia de ‘ Entrenamiento
prueba

Articulo Clasificador Salida Clase

— g —>»'
Ml clase

Algoritmo base de
clasificacion

Prediccion

Figura 2.4: Esquema de transformacion de Labe/ Powerset. Basado en [25].
CC transforma el problema multi-etiqueta en una cadena de problemas de clasificacion binaria, donde
los clasificadores binarios posteriores en la cadena se basan en las predicciones de los anteriores [118].
Una ventaja de CC es que, al pasar informaciéon entre clasificadores, es capaz de explotar las
correlaciones de las etiquetas [58] que, por disefio, BR no puede aprovechar. La Figura 2.5 presenta
un ejemplo de CC y la gestion de las etiquetas de clase. Donde Y1 se agrega como resultado de esta
prediccion del clasificador 1, como una nueva caracteristica a la entrada del siguiente clasificador 2 en
la cadena. El proceso continia hasta que se haya creado una cadena de clasificadores para cada etiqueta

de clase.

Articulo  ODS1 ODS2 ODS3

Articulo 1
Articulo 2
Articulo 3
Articulo 4

/

|loflalo|a
- o =+ o
oo = =

Articulo Clase Articulo Articulo

Clasificador 1 Clasificador 2 Clasificador 3

Figura 2.5: Esquema del método Classification Chains.

OVR es un método para resolver problemas multi-clase con clasificadores binarios, donde una

instancia de problemas multi-clase tiene solo una etiqueta asociada [125]. Se ha comprobado que
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algunos métodos OVR funcionan bien aplicados a los clasificadores base como SVM [91], [126]—[128]
y con NB [91], [129]. La Figura 2.6 exhibe un ejercicio de SVM con OVR con un dataset de tres clases.

2vs1+3 .
_ @ ]
@ = - .
O *
¢
[ |
® Ol
3vs1+2
#* 3
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1lvs2+3 * @ Clase1
I clase 2
¥ Clase 3

Figura 2.6: Esquema One-versus-Rest con SVM multi-etiqueta. Basado en [128].

Un enfoque comun para trabajar con tareas de clasificacion de etiquetas multiples es convirtiendo el
dataset original en uno o mas datasets de etiqueta unica. Un algoritmo de clasificacion binaria
convencional, denominado algoritmo base, se utiliza para inducir modelos predictivos para cada uno
de ellos [130]. Los algoritmos base de clasificacion NB, LR, SVM y RF, trabajan con datos binarios o
multiclase para hacer predicciones. A continuacién, se presentan los algoritmos base a implementar

para esta tesis.

Naive Bayes (NB) es una técnica probabilistica que asigna una probabilidad a cada par de instancia
de clase, representada por un vector de pesos binarios [131]. Después de determinar qué términos
estan presentes en la muestra mediante los pesos binarios, NB calcula las probabilidades para cada
clase y asigna la de mayor probabilidad a la muestra. NB intenta predecir la clase correspondiente a
cada instancia limitandose a trabajar con atributos categdricos y supone una independencia total entre
los valores de caracteristica. Una ventaja de NB es que computacionalmente consume pocos recursos
y también necesita una cantidad muy baja de memoria. NB no considera la frecuencia de las palabras,
en los documentos que es un factor tomado en cuenta por NB multinomial. Este dltimo suele ser mas

efectivo para tareas de clasificacion de texto [132].

Logistic Regresion (LR) es un modelo de regresiéon que calcula una combinacion lineal de las
caracteristicas de entrada y sus pesos correspondientes, y agrega un término de sesgo al resultado. El
valor escalar producido pasa a través de una funcion sigmoidea, que asigna el valor a una probabilidad
entre 0 y 1 (que podria significar si/no, aprobado/no aprobado, por ejemplo), que constituye la

probabilidad de que la muestra corresponda a una clase u otra.
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La construccién del modelo puede ser costosa para los modelos de regresion logistica, ya que cada
modelo ajustado, a través de un proceso de entrenamiento con datos, requiere iteracion lo que en
términos de recursos de computo significa un consumo prolongado [133]. La LR es un modelo util
para las tareas de clasificaciéon binaria, aunque por defecto, no es eficaz en la clasificacion
desequilibrada. LR puede ser ajustada en un hyperparameter para estar mejor adecuada para datasets

desbalanceados [45], [134].

Support Vector Machine (SVM) es un modelo de clasificacion lineal que maximiza el margen entre
las instancias de datos y un hiperplano, actuando como un limite de divisién [135]. Es uno de los
métodos de aprendizaje supervisados mas robustos e implementados debido a su capacidad de
generalizacion, de optimizacion y su poder discriminativo. Continda siendo de interés para los grupos
de minerfa de datos, reconocimiento de patrones, recuperacion de informacién y aprendizaje

automatico en los afios recientes.

Los modelos SVM generan un subconjunto de vectores de soporte durante la fase de aprendizaje que,
port lo general, solo consta de una pequefa porcion del dataset original. Este conjunto de vectores de
soporte representa la tarea de clasificacién en cuestion y esta compuesto por un dataset reducido [136].

Esto significa una ventaja en términos de reduccion del procesamiento de cémputo.

Para datasets con desbalanceo moderado, los modelos SVM podrian funcionar aceptablemente, incluso
sin modificaciones de parametros. Mientras construye su modelo, SVM considera solo los vectores de
soporte, que son instancias cercanas al limite. En consecuencia, en datasets desbalanceados, SVM no
esta influenciado por instancias negativas no ruidosas que estan lejos del limite, incluso si su numero

es sustancial [137].

Random Forest (RF) es un modelo de aprendizaje conjunto compuesto por diferentes arboles de
decision para regresion, clasificacion y otras tareas. Para la tarea de clasificacion, la clase seleccionada
por la mayoria de los arboles es la salida del bosque aleatorio (votacion mayoritaria). El propésito de

RF es evitar el sobreajuste y las correlaciones entre los arboles en un bosque [138].

Para datos altamente desequilibrados, es probable que una muestra de arranque contenga solo una
pequena cantidad o ninguna instancia de la clase minoritaria. Esto puede dar como resultado un arbol
de decisiones con un rendimiento suboptimo para predecir la clase minoritaria [45]. La complejidad
de coémputo dependeria principalmente de criterios que dependen del tamafio del dataset y de la

cantidad de arboles.

Los modelos de clasificaciéon de RF podrian consumir mas recursos de computacion, comparado con
arboles de decision, por ejemplo, debido a factores como los multiples arboles de decisién, asi como
el tiempo de computacion adicional requerido para ajustar esos arboles de decisién en varias

submuestras de los datos, el numero de instancias y caracteristicas [139].
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2.3.5.2 Modelos para el topic modeling

A continuacion, se desarrollan las descripciones de los tres modelos para el fopic modeling que se aplican

para esta tesis.

LDA es una técnica probabilistica de ML no supervisado que asigna una probabilidad a cada par
instancia-clase, representado por un vector de pesos binarios. Asi, intenta predecir la clase
correspondiente a cada instancia [131]. En LDA, como modelado probabilistico generativo, considera
que los datos se originan a partir de un proceso generativo inclusivo de variables latentes que especifica
una distribucién de probabilidad conjunta sobre las variables aleatorias observadas y ocultas.
Al usar esta distribuciéon conjunta, se analizan los datos para calcular la distribucién condicional de las
variables ocultas dadas las variables observadas, también conocida como distribucién posterior
[29]. Las variables observadas son los términos de los documentos y la estructura de topicos son las
variables ocultas. La Figura 2.7 es la representacion grafica de modelo LDA donde a representa el
peso previo de Dirichlet del tépico por documento; Z representa la asignaciéon de una palabra a un
topico dado [140]. W son los nodos observados (las palabras de los documentos), los rectangulos N,
My K son notacion que expresan replicacion. N se refiere al nimero de palabras de coleccién dentro
de los articulos; M denota la coleccion de articulos dentro de la coleccion [29] y K el nimero de

topicos.

Topicos

~

K Nimero de topicos j:l

N Nimero de palabras en el articulo A3 [
M Nimero de de articulos

© Parametro de Dirichlet de la distribucién por articulo-tema Frecuencia de tdpicos
@ Distribucion articulo-tapico por articulo

Z Word-topic assigment

W Palabra obervada

¢ Distribucion de palabra por tépico K
B Distribucidn de palabra por tépic
Figura 2.7: Modelo grafico de LDA basado en [140].

NMF pertenece al grupo de algoritmos algebraicos lineales y es un algoritmo de descomposiciéon no
probabilistico que utiliza factorizacién matricial [141]. En NMF una matriz de valores no-negativos,

con pesos de TF-IDF, es factorizada en dos matrices donde su dimensionalidad es significativamente
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menor que la de la matriz original y donde la matriz original se puede reconstruir multiplicando estas

dos matrices.

TERMINOS TOPICOS TERMINOS
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ARTICULOS CIENTIFICOS

\Y/ WA H

A‘rtic’u.los T /.\rtic’ullos
Cientificos Cientificos .
Matriz Matriz Matriz

Topicos Topicos ¥ Términos

Figura 2.8: Representacion del modelo NMF basado en [142].

Como se presenta en la Figura 2.8, la entrada del corpus V se transforma en una matriz de Articulos-
cientificosXTérminos. Como un documento se compone de multiples topicos, el objetivo es descubrir
una distribuciéon de tépicos sobre cada documento W, representada por una matriz Articulos-
cientificos XTépicos, y una distribucion de términos sobre cada topico H, representada por una Matriz
TopicosXTérminos [143]. Cada tépico en la matriz TopicosXTérminos H se representa como un
vector con una longitud del tamafio de los términos, donde cada peso TF-IDF indica la importancia

de un término en el tépico correspondiente.

BERTopic es un método de topic modeling que aprovecha las propiedades del ewbedding del LLM
llamado BERT y de un TF-IDF basado en clases para crear custers densos [144]. BERTopic produce

representaciones tematicas a través de cinco pasos como se muestra en la Figura 2.9:

1. Cada documento se convierte a su representacion incrustada utilizando un modelo de lenguaje
previamente entrenado (Sentence-BERT, SpaCy, Transformer).

2. La dimensionalidad de las incrustaciones resultantes se reduce para optimizar el proceso de
agrupacion a través de UMAP o PCA o SVD truncada.

3. El dlustering se puede implementar mediante HDBSCAN, K-weans o Agglomerative Clustering.

4. El tokenization es a través de librerfas como Countvectorizer, Jieba o POS.

5. De los grupos de documentos, las representaciones tematicas se extraen utilizando una
variacion basada en clases de TF-IDF (c-TF-IDF). El procedimiento ¢-TF-IDF modela la
importancia de las palabras en custers en lugar de documentos individuales, lo que permite

generar distribuciones de topicos y palabras para cada grupo de documentos [22].
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Figura 2.9: Fases del modelo BERTopic y su modularidad. Basado en [145].

El presente estudio pretende evaluar el desempefio de los tres modelos y la identificacion de tendencias

tematicas a lo largo del tiempo a través de DTM utilizando aprendizaje automatico y NLP.

Existen diferentes métodos para descubrir tendencias de investigacion emergentes a través del NLP.
Por ejemplo, un gran volumen de literatura sobre cienciometria y bibliometria sobre el seguimiento
de tendencias cientificas utiliza varios patrones de citas. Varios trabajos identifican investigaciones
emergentes mediante la revisiéon de co-citas [146], [147] o citas [32], [148]. Otro método para detectar
tendencias de investigacion es el Zopic modeling. Los estudios que aplican LDA [4], [66], [149] o NMF
[150] permiten reconocer tendencias de investigacion. Ademas, hoy en dia, los avances y ventajas de
Transformers [150] sirven para implementar técnicas BERT para el #opic modeling de alto rendimiento

[141], [144], [151].

EIDTM [21], es una técnica que permite aprovechar el zpic modeling a lo largo del tiempo. Por ejemplo,
DTM se ha implementado en documentos de patentes de Estados Unidos para determinar los
enfoques y las tendencias de las innovaciones tecnolégicas protegidas [42], rastreando la semantica
mutacional de los genomas del SARS-CoV-2 [43], en articulos cientificos [21], ciberseguridad [152] y

debates parlamentarios [153].

El DTM en articulos cientificos pretende examinar cémo las tematicas podrian haber evolucionado
con el tiempo y hasta qué punto las representaciones de topicos descubren esa evoluciéon [145]. Por

ejemplo, en BERTopic para cada topico y paso de tiempo, se calcula la representacion c-TF-IDF.

Para crear representaciones de topicos en diferentes intervalos de tiempo, se utilizan representaciones
globales de los tépicos principales. Posteriormente, se calcula la representacion c¢-TF-IDF para cada

topico y periodo de tiempo, eliminando la necesidad de crear grupos a partir de incrustaciones que ya
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se han establecido. Este enfoque produce una representacién de topico distinta para cada paso de

tiempo [145]. La Figura 2.10 muestra el esquema de DTM a través de BERTopic.

N
TOPICON | Divide documentos por topico

Paso de Paso de Paso de Paso de Divide los documentos por tdpico
tiempo 1 tiempo m tiempo 1 tiempo m y paso de tiempo
¢TF-IDF ¢TF-IDF ¢TF-IDF ¢TF-IDF

0 0 10 O o 0 R O 0 0 00 0 o i

’ Ajuste opcional de las representaciones

Ajuste Global Ajuste Evolutivo
Sintoniza cTF-IDF en cada paso
cTF-IDF en t tépico cTF-IDF cTF-IDFent- 1 cTF-IDF en't de tiempo t promediundo las
+ | + | .
LL LI N LI L LT T ] representaciones con la
. " representacion global o con las

representaciones en t-1

Figura 2.10: Esquema en BERTopic para el DTM, basado en [145].

2.3.5.3 Resampling de datasets

Existe extensas investigaciones donde confirman que, para ciertos modelos de clasificacién con
determinadas caracteristicas, el desbalanceo de lo datasets provoca que algoritmos de clasificacion se
vean afectados en sus desempefios [45], [123], [137], [154], [155]. Para compensar el desbalanceo, en
estos proyectos aplican diferentes técnicas de resampling, como SMOTE (Synthetic Minority Oversampling
Technique) que es una técnica de sobre-muestreo de la clase minoritaria creando muestras llamadas
sintéticas [154]. Adicionalmente, existe técnicas de resampling aleatorio que disminuyen instancias de la

clase mayoritaria o produciendo clones de la clase minoritaria [25].

El uso de técnicas de resampling de los datasets podrian generar mayor complejidad, con la seleccion de
los métodos, la definicién de los parametros y los arreglos de los resultados. En un intento de
simplificar los criterios de analisis de desempefio de los modelos de clasificacion, se pueden definir
criterios basicos de ajuste con respecto a las etiquetas, mediante la eliminacion de instancias que

permitirfa generar diferentes escenarios.

2.3.6 Evaluacion del modelo

En ciencia de datos, los framework deben contar con la etapa de evaluacion el modelo mediante métricas
especificas para evaluar el desempefio de los algoritmos ante nuevos datos. Con base en CRISP-DM,
la fase de evaluacion permite reconocer el desempefio de los algoritmos y modelos con respecto a los

factores de accuracy, entre otras generalidades de desempefio y verificar si se han alcanzado los objetivos
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[75]. Dado que la mecanica subyacente de las distintas métricas de evaluacién puede variar, entender
qué representa exactamente cada una de estas métricas y qué tipo de informacion estan tratando de

transmitir es decisivo para la comparabilidad [104].

2.3.6.1 Meétricas para clasificacion

Las métricas de rendimiento de clasificadores de texto multi-etiqueta, deben evaluar aspectos
particulares del desempefio porque una instancia podria tener una etiqueta bien predicha y otras no.
Esta diferencia generarfa un resultado en medidas de evaluaciéon del desempefio que presentan
informacion desigual. Al existir diferentes maneras de evaluar el desempefio de los clasificadores, para
esta tesis se ha optado por una evaluacion llamada de biparticiones que a su vez la integran medidas

basadas-en-etiquetas (lbel-based) o medidas basada-en-ejemplo (example-base) [121].

Las métricas basadas-en-ejemplos se calculan determinando las discrepancias promedio entre los
conjuntos de etiquetas previstos y reales en todos los ejemplos presentes en el dataset de evaluacion
[117]. Las mediciones basada-en-etiqueta se compone de medidas se calculan independientemente
para cada etiqueta antes de promediatlo [25]. Las mediciones example-base son, accuracy, precision, recall ,
Hamming loss, incluso F1-score. Las métricas label-based se alcanzan principalmente a través de dos

operaciones de promedio, macro y micro-promedio y se pueden aplicar para F7-score.

Una via para evaluar el desempefio de los clasificadores es la matriz de confusion. En una matriz de

confusion:

TN (True Negative) es el nimero de instancias negativas clasificadas correctamente,

FP (False Positive) es el nimero de instancias negativas clasificadas incorrectamente como positivas,
FN (False Negatives) es el numero de instancias positivas clasificadas incorrectamente como negativas
TP (True Positives) es el nimero de instancias positivas clasificadas correctamente como positivas.

La Tabla 2.7 es una representacion de la matriz de confusién que resume el rendimiento del

clasificador y que se puede generarse con la libreria Scikit-learn.

Tabla 2.1: Matriz de confusién.

Clase predicha
Prediccién Negativa Prediccién Positiva
Real . ..
Clase | Negativo True Negative -TN- False Positive -FP-
1 e “TP-
rea R.e ?1 False Negative -FIN- True Positive -TP
Positivo

El acenracy se define como la relacion entre las observaciones predichas correctamente (TP y TN) y el

numero total de observaciones. La descripcion se presenta en la féormula (3)

35



TP+ TN 3
TP+ TN +FP + FN ( )

Accuracy =

Hamming loss evalia la fraccion de pares de etiquetas de instancia mal clasificadas. Esto significa que
evalia la clasificacién errénea de una etiqueta que pertenece a una instancia y la prediccion erronea de

una etiqueta que no pertenece a una instancia [92].

Para dos muestras se define cuando si es el valor predicho para la j-ésima etiqueta de una muestra
dada, y; es el valor verdadero correspondiente, y Netiguetases €l numero de clases o etiquetas,
entonces Hamming loss entre dos muestras como se muestra en la ecuacion (4 ).
H . I A\ 1 Netiquetas — 1 1(7
amming loss (y, §) = — Zj:o (y] * yj) (4)
etiquetas

Precision (ecuacion (6)) se define como la proporcion de etiquetas predichas que son verdaderamente
relevantes [121]. Recal/ es una métrica que mide qué tan bien un clasificador puede identificar todas las

etiquetas relevantes para cada clase (ecuacion( 7)).

F1-score (ecuacion(7)(5)) es la media armoénica (ponderada) de Recall'y Precision:

Precision X Recall
F1 — score =2 X (5)

Precision + Recall

donde:
.. TP
Precision = TPiFP) (6)
TP
Recall = m (7)

La justificacién de que sea utilizada la media armonica es porque su valor es siempre menor o igual
que la media aritmética y la media geométrica. Cuando los valores de dos nimeros difieren mucho, la

media armoénica esta mas cerca de su minimo que de su media aritmética [109].

Se debe tener en cuenta que para Hamming loss, cuanto mas bajos sean los valores, mejor sera el
rendimiento. Tanto el accuracy como Fl-score, los valores mas altos y cercanos a 1, se refieren a mejores

resultados de clasificacion.

Se ha seleccionado F7-score (micro) para evaluar porque da el mismo peso a cada etiqueta
independientemente de su frecuencia en el dataset. Esto significa que incluso si algunas etiquetas estan
subrepresentadas en el dataset, la puntuacion FT-score (micro) seguira capturando la capacidad del
clasificador para categorizar correctamente las instancias de esas etiquetas. En varias investigaciones,
F1-score (micro) es implementando con datasets desbalanceados y ajustados con resampling [81], [154],

[156], [157].
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Finalmente, para esta tesis se manejan dos estadisticas de distribucién de etiquetas, la cardinalidad y la
densidad de etiquetas [91], porque de acuerdo con Bernardini et al. [92], podria haber influencia en el

desempefio de los clasificadores base como mas a detalle se describe.

El proceso de calculo de cardinalidad de etiquetas implica el calculo del ndimero total de etiquetas que
son pertinentes para cada instancia en un dafaset. Esto es seguido posteriormente por la determinacion
del promedio de la suma acumulada, que revela el nimero medio de etiquetas por instancia [25]. La

térmula (8 ) la describe.
Card(D) = X%, Y| (8)
donde,
n es el numero total de muestras
Yies el conjunto de etiquetas para la /%M muestra de datos.

La densidad es el nimero de etiquetas por muestra dividido por el nimero total de etiquetas,

promediado sobre las muestras, definida por la ecuaciéon (9).

1 [¥il
Dens(D) = _ Lita’y) (9)

donde,
n es el nimero total de muestras
Yies el conjunto de etiquetas para la /%M muestra de datos.

L. es el nimero total de clases.

2.3.6.2 Tiempo de ejecucion
El tiempo de ejecucién es un componente importante por considerar en ML porque puede afectar la
validez de un modelo. La escalabilidad, los costos, la evaluacion del modelo y la consideracion de crear

la aplicacién para produccion, son motivos por los que los tiempos de ejecucion en ML deben medirse.

La métrica de tiempo de ejecucion proporciona una medida de la eficiencia del algoritmo, lo cual es
importante para grandes datasets o aplicaciones en tiempo real donde la velocidad es fundamental. As{
mismo, puede ayudar a identificar algoritmos que son computacionalmente costosos y pueden requerir

optimizacion o paralelizacion para mejorar el rendimiento[158].

De las publicaciones revisadas, el tiempo de ejecucion en muy pocas ocasiones es considerado en las
comparativas de desempefio de los clasificadores, salvo en estudios como en [159]-[161]. Para este
proyecto de tesis, se considera relevante la evaluacion de los tiempos de ejecucion de la clasificacion

multi-etiqueta toda vez que una de las intenciones futuras es la disefar una implementacién del
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proyecto en alguna institucién académica. Por ello, en un ambiente de produccién los tiempos de

ejecucion cobran mayor relevancia para la eficiencia del modelo.

2.3.6.3 Métricas para el topic modeling

Para calificar el fopic modeling, la métrica de Coherencia permite evaluar la calidad semantica de los
topicos individuales [162]. La Coherencia se considera como la manera de medir qué tan relacionadas
entre si estan las palabras que integran el tépico y si claramente tiene significado semantico. En

términos matematicos, de acuerdo con [163], la Coherencia se representa en la ecuacion ( 10 ):

D(wq,wy) + s)

Coherencia(W) = X, w,ewl0g ( D(wy)

(10)
donde,

D(w) y D(w; y w,) son el nimero de documentos con al menos una instancia de w, y de wy y wy,

respectivamente.
€ es una constante para evitar encontrar un logaritmo de cero.

Lo que se busca con la métrica de coherencia es que una alta co-ocurrencia de las palabras que integran

el topico, significa que estan relacionadas semanticamente.

Pointwise Mutual Information (PMI) permite medir la asociatividad entre dos palabras [164]. E1 PMI se
calcula a partir de un recuento de co-ocurrencias de palabras en pares y se representan en la ecuacion
(11):

Pwiwj) + ¢

PMIGw, ) = log (s (1)

donde, para evitar encontrar un logaritmo de cero, se puede emplear la constante &. PMI (w;, w;) es
la frecuencia/probabilidad de observar las palabras w; y w; en la misma segmentacién del subconjunto
de palabras. P(w;) y P(w;) representan la frecuencia/probabilidad individual de observar por

separado las palabras w;y w;. La puntuacién de un par de palabras se considera mejor cuando la

frecuencia de su co-ocurrencia es similar a la frecuencia de su aparicion individual. [164].

NPMI es una version modificada de PMI que tiene ventajas sobre otras métricas de coherencia de
topicos, entre ellas, ser menos sensible a la cantidad de palabras en un tépico, permite manejar la
presencia de palabras vacfas y raras y porque reduce el impacto de los conteos de baja frecuencia en
las coincidencias de palabras y, por lo tanto, utiliza estimaciones mas confiables [165]. NPMI es una
métrica normalizada que oscila entre -1 y 1, facilitando la interpretacién y comparaciéon de
puntuaciones de coherencia entre diferentes topicos. Una puntuaciéon de -1 indica la ausencia de

cualquier co-ocurrencia, mientras que una puntuacion de 0 sugiere independencia entre las dos
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palabras. Por otro lado, una puntuaciéon de 1 representa una co-ocurrencia completa. La ecuacion ( 72

) permite calcular NMPI de la siguiente manera:

PMI (wywj)

NPMI(w, wy) = =5t

(12)

Con el objetivo de contar con una segunda medicién de coherencia para tenerla de comparativo con

MPMI, se ha considerado aplicar la métrica alternativa UMass. De acuerdo con [166], UMass calcula

la coherencia de un tépico sumando las puntuaciones por pares de todos los términos del topico y

expresandolo como una suma (ecuacion( 73)). El valor resultante se puede interpretar como qué tan

bien se soportan entre si, de acuerdo con su similitud con respecto a todos los demas términos [143].
Coherencia (T) = Zti,tje rscore(t;, tj, €) (13)

donde,

T es el set de términos de topicos

€ es un factor de suavizado

Los términos de topico ty, ... t, son los términos top n para cada topico.

La siguiente ecuacion describe los elementos para obtener el score (ecuacion ( 714)).

D(ti,tj)+£)

score(t;, tj, &) = log D(ED
]

(14)

donde, en el corpus original, se cuenta el nimero de documentos que contienen ambos términos t; y
tj esta representado por D(t;,t;), mientras que D(t;) representa el conteo de documentos que

contienen el término t; [143].
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3 METODOLOGIA PARA LA CLASIFICACION DE TEXTOS MULTI-
ETIQUETA

Para la comparaciéon de los modelos de clasificaciéon de texto multi-etiqueta se implementa un
framework basado en las metodologias KDD y CRISP-DM por considerar que pertinentes sus

conceptos y etapas para este proyecto de investigacion.

A continuacion, se describe la metodologfa implementada en esta tesis para comparar diferentes
modelos de clasificacion base bajo diferentes circunstancias de la base de datos para reconocer los de

mejor desempefio.

3.1 Definicion del framework

Desde su concepcion, el framework busca tener un enfoque metddico, adaptable e iterativo, en el que
los resultados que se adquieren durante cada fase se emplean para dar forma a las fases anteriores y
posteriores. El framework, basado en CRISP-DM y KDD, propuesto para la clasificacién de texto

consta de seis etapas principales:

Recuperacion de Informacion
Creacioén del dataset

Anilisis de los datos
Preprocesamiento de datos

Construccion del modelo

A

Evaluacion del modelo

La Figura 3.1, presenta el framework con la descripcién de métodos dentro de las etapas principales y

los resultados esperados durante el proceso.

3.2 Recuperacion de informacion

Mediante un trabajo de revision de recursos bibliograficos como Scopus, Web of Science, Microsoft
Academic y Dimensions. Este dltimo es una base de datos bibliografica producida por Digital Science
que ofrece un esquema de categorizacion flexible para los 17 ODS [167]. Para la recopilacion de los
metadatos, las consultas al portal web de Dimensions permitieron exportar metadatos de
publicaciones de investigacion a archivos CSV con 31 variables, incluyendo metadatos como el titulo,

los resimenes y la categorizaciéon multi-clase de los 17 ODS.
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METODOS

RESULTADOS

RECUPERACION DE INFORMACION

« Articulos etiquetados con ODS
« Titulo-Resumen
« Archivo .csv por afio (2015- Ago2021)

J

EXPORTACION DE DIMENSIONS
CONSOLIDAR ARCHIVOS CSV

CREACION DEL DATASET

» Datasets con binario de 17 etiquetas de

LIMPIEZA DE DATOS Y Shseids oS ODE

*« Titulo-Resumen como corpus principal.
MULTI-ETIQUETA BINARIA » Escenarios de datasets anuales balanceados|

—

| desbalanceados
ANALISIS DEL DATASET
> « Cardinalidad de la etiquetas
ANALISIS EXPLORATORIO DE DATOS *{« Densidad de etiquetas
« Distribucion de etiquetas de clase

J

PREPROCESAMIENTO DE DATOS

Permutacion aleatoria

Palabras irrelevantes y mintsculas
Eliminar simbolos y contracciones
Divisién de entrenamiento/prueba

)f

N

PREPARACION DEL DATO

’

EXTRACCION DE CARACTERISTICAS ~

« Tokenizacion
« Vectorizacion (TF-IDF)

J

CONSTRUCCION DEL MODELO

One-Versus-Rest (OVR)
Binary Relevance (BR)
Label Powerset (LP)
Classifier Chains (CC)

T

Naive Bayes (NB)

Logistic Regression (LR)
Support Vector Machine (SVM)
Random Forest (RF)

J

N

TRANSFORMACION DE PROBLEMAS
MULTI-ETIQUETA

!

ALGORITMO DE CLASIFICACION

EVALUACION DEL MODELO

N

METRICAS DE CLASIFICACION
MULTI-ETIQUETA

N

« Fi-score
* Hamming Loss

« Accuracy ’

Figura 3.1: Framework para el analisis comparativo de modelos de clasificacién multi-etiqueta.

Con la agricultura organica como dominio principal de conocimiento, las palabras clave de consulta
se centraron en el vocabulario principal del documento Organic 3.0 for truly sustainable farming &

consumption, publicado por IFOAM Organics International (Tabla 3.1).
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Tabla 3.1: Palabras clave en agricultura organica en idioma inglés.

. . . true . .
Ecology Organic 1.0 Organic 2.0 Organic 3.0 o soil fertility
sustainability
organic urban food sustainable land organic
principles agriculture movements agriculture organically agriculture
widespread product organic organic organic organic
conversion quality certification claims consumption | culture
organic . sustainable . organic organic
& organic farmer organic field & & .
standard markets movement production
sustainable . . . . . .
. . organic farming | sustainable organic baby | fairness in
organic produce | farming
research food system | food trade
system
. organic certified sustainable . )
smallholding sar . . certified certified
. farming organic organic . .
family farmers . . organic land | organic crops
models agriculture agriculture
. . . . community S S
inclusive of transforming sustainable cted organic vision | transitioning
. supporte . >
wider food & food and I;iP Jtur for Burope in | from Organic
S . . agriculture
sustainability farming farming agricy 2030 2.0to 3.0
initiatives

3.3 Creacion del dataset

Los datasets anuales generados contienen articulos cientificos de enero de 2015 a agosto de 2021

recuperados de la base de datos de investigacion Dimensions. La consideracion de iniciar en 2015 es

con base en el afio en que se crea la Agenda 2030 para el Desarrollo Sostenible publicada por Naciones

Unidas (Naciones Unidas, 2015). La Tabla 3.2 enumera las 17 etiquetas de los ODS de la Agenda 2030

de la ONU.

Tabla 3.2: Objetivos de Desarrollo Sostenible (ODS) de la Agenda 2030 de la ONU.

Objetivos de Desarrollo Sostenible (ODS) de la Agenda 2030 de la ONU

ODS1 No a la pobreza

ODS9 Industtia, innovacion e infraestructura

ODS2 Hambre Cero

ODS10 Reducir la desigualdad

ODS3 Buena salud y bienestar

ODS11 Ciudades y comunidades sostenibles

ODS4 Educacién de calidad

ODS12 Produccion y consumo responsables

ODSS5 Igualdad de género

ODS13 Accién por el clima

ODS6 Agua limpia y saneamiento

ODS14 Vida submarina

ODS7 Energfa asequible y limpia

ODSI15 Vida en tierra

ODS8 Trabajo decente y crecimiento econdémico

ODS16 Paz, justicia e instituciones s6lidas

ODS17 Alianzas para alcanzar los objetivos

Bajo el criterio de una aproximacién basada en metadatos, los datasets anualizados contienen los

siguientes campos extraidos de la exportacion para cada instancia:
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e Titulo

e Resumen

e ID de publicacién

e Ftiquetas de clase de los 17 ODS

Para adecuar la informacién requerida para los modelos de clasificacion, se realizaron las siguientes

adecuaciones a los datasets (ver Tabla 3.3):

1. Unién en una sola caracteristica de los metadatos titulo y resumen de cada instancia.

2. La creacion de columnas binarias (1,0) de las 17 etiquetas de clases de los ODS

Tabla 3.3: Muestra de columnas de los datasets para clasificacion de texto multi-etiqueta.

ODS17
D ODS1 | ODS2 Alianzas
Publicaci Titulo_Resumen ODS | Noala | Hambre | ODS... |  P*
uplicacion pobreza Cero a clanzar
0s
objetivos
Towards sustainable vegetable growing with 2zero
. . . . Hunger; 12
farmer learning videos in Benin Vegetable Responsible
pub.1100618536 production plays an important role in . 0 1 0
.. . . Consumption
nutrition, food security and poverty reduction and
Production
Diversity and distribution of food plants: | | [ | .
Implications for conservation of the critically 15 Life on
pub.1110764674 | endangered Hainan gibbon An understanding Land 0 0 0
of the diversity and distribution patterns of
Hainan. .......
A Geospatial Analysis of the Social, Economic INo | |
and Environmental Dimensions and Drivers of Poverty; 2
Poverty in South-West Coastal Bangladesh .... Zero Hunger;
pub.1104287353 salinity intrusion and poverty could be 8 Decent 1 1 0
attributed to loss of arable land, reduced Work and
agricultural productivity and income, food Economic
insecurity, rural unemployment, .......... Growth

Para evaluar de manera mas completa el desempeno de los cuatro clasificadores NB, SVM, LR y RF,

cada uno en combinacién con los cuatro métodos de transformacion OVR, LP, BR y CC se ha

definido crear cinco escenarios diferentes de los datasets anuales con diferentes criterios de resampling.

La perspectiva de resampling se basa en eliminar muestras que pertenecen a la etiqueta de clase

mayoritaria, agregar muestras asociadas con la etiqueta minoritaria o ambas acciones a la vez [25]. La

Tabla 3.4 presenta el disefio de los cinco escenarios de los datasets anuales (enero 2015 a agosto 2021)

y su fundamento.

Tabla 3.4: Descripcién de los diferentes escenarios de los datasets anuales con base en criterios de resampling
de etiquetas de clase.

Escenarios

Caracteristicas de resampling en
datasets anuales enero 2015 a
agosto 2021

Criterios de resampling

Escenario 1

(ESC1)

Desbalance original con los 17
ODS.

Evaluar los clasificadores con los datasets anuales

completos con los 17 ODS.
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S Eliminar las clases de ODS con pocas instancias
Desbalance con la eliminacién de

Escenario 2 que podtian consideratse que provocan ruido a los
clases con menos de 1000 . o .
(ESC2) . . clasificadores y ver si existe mejora en su
instancias. ~
desempeiio.
Fscenario 3 Evaluar el desempefio de los clasificadores cuando
Balance de las 11 clases ODS. todas las clases tiene la misma cantidad (de las

(ESC3)

etiquetas de clase con mas de 1000 instancias).
Cada algoritmo de clasificacion se evalia contra 11
datasets donde en cada uno de ellos una clase tiene
10 a 1 en etiquetas de clase con respecto a las

Desbalanceo extremo (10 a 1) de

Escenario 4
una clase frente a las otras 10

(ESC4) lases demas etiquetas. De esta manera se evaldan los
clases. . .
modelos ante pocas instancias y con un desbalance
extremo.
. . Evaluacién de los clasificadote ante los datasets
. Desbalanceo de instancias con solo . S .
Escenario 5 . . anuales convertido de multi-etiquetas a multi-clase
una etiqueta de clase (dataset multi- . . . .
(ESC5) clase) (seleccion de las instancias con una sola etiqueta de
) clase).

3.4 Analisis de los datasets

Para tareas de clasificacion de texto de etiquetas multiples, el EDA es particularmente importante
porque puede revelar la complejidad y diversidad de las clases y sus asociaciones. Esta fase puede
ayudar a responder preguntas como: ;Cuantas etiquetas hay en total? ¢Cudl es la distribucién de
etiquetas para cada documento en promedio? ¢Qué tan frecuentes o raras son cada etiqueta y
combinacion de etiquetas? ¢Qué tan correlacionadas o independientes son las etiquetas? Al responder
estas preguntas a través del EDA, se puede obtener una comprension mas profunda de los datos y

plantear un sistema de clasificacién con mayor efectividad y consistencia.

Para este proyecto de tesis con el EDA se pretende lo siguiente:

e Asegurar que los datasets la integren instancias con datos completos, sin campos vacios.

e Obtener la distribucion de etiquetas de clase con respecto a las instancias (cardinalidad de

etiquetas) y la densidad de etiquetas.
e Identificar el nimero de muestras por afio.

e Descubrir caracteristicas de distribucion de las clases (17 ODS) en los datasets anuales.

3.5 Preprocesamiento

Los datos de texto para el modelado predictivo requieren una preparacién especifica. Antes de
implementar técnicas de clasificacion, el dataset debe someterse a una serie de procesos de extraccién
y seleccion de caracteristicas, incluyendo el filtrado de simbolos o caracteres que no aportan sentido
al texto, la eliminacién de instancias con valores faltantes, la aleatorizacion de filas, la #wkenization y la

vectorizacion.
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3.5.1 Limpieza de texto

La Tabla 3.5, presenta las reglas aplicadas para el preprocesamiento en los articulos cientificos.

Tabla 3.5: Reglas de procesamiento aplicadas.

Regla Descripcion Ejemplo Libreria Python
Palabras comunes que no . . o
Stopwords . lor lprq the, is, am,this NLTK, Scikit-learn
agregan valor al proceso
Normalizar a Hacer todos los tokens De: Agriculture extlower()
. i xt.low
minusculas (palabras) mindsculas A: agriculture
.. . Texto que no aporta al . .
Eliminar signos pr 4 p A, 4 ®, 12 Re
0ceso
Puntuaciones .
. ’ Se remueven para reducir NLTK
espacios en blanco los tokens ;- )
inicio y fin Text.strip()
Sustituir Se sustituyen por frases what's", "what is, can't", R
. . e
contracciones completas "can not, 1", " will

Para el proyecto de tesis se ha considerado evaluar el efecto, tanto del stezming como el lemmatizing. Lo
anterior, debido a que, siendo titulo y resumen textos por lo general cortos, el impacto podria ser

irrelevante [99], [101] o incluso afectar el accuracy por insuficiencia de datos [168].

3.5.2 Creacion de tokens

Para este proyecto, en la técnica de fokenization el texto se divide en palabras mediante el método de
TfidfVectorizer de lalibreria en Python llamada Scikit-learn que realiza la fokenization previo a la

creacion de la matriz de TF-IDF.

3.5.3 Feature extraction

En comparacion con bag-of-words, TE-IDF otorga mayor peso a las palabras que son maés frecuentes
en un documento, pero menos frecuentes en el total del corpus completo. Mediante el método de
TfidfVectorizer de Scikit-learn, la coleccion de articulos cientificos se transforma en una matriz
de caracteristicas TF-IDF, donde cada fila representa un articulo y cada columna representa un

término Unico en el corpus.

Para la comparativa de clasificadores, los criterios para descartar los bi- y #ri-grams se debe
principalmente a dos motivos, el primero, simplificar el cémputo con uni-grams y segundo, de acuerdo
con Pranckevicius y Marcinkevicius [59], para textos cortos con clasificadores como NB, SVM, LR,

RE y Decision Trees, los bag-of-words con bi-grams 'y tri-grams aportaron valores insignificantes en accuracy.
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3.6 Construccion de modelos

Como se revisé en los antecedentes, un enfoque para solucionar el problema de clasificaciéon multi-
etiqueta involucra la transformacion de los datasets para ser procesados por clasificadores binarios o
multi-clase. Ya sea con la conversién binaria mediante OVR, BR y CC o multi-clase con LP, los
métodos de transformacion por su escalabilidad y flexibilidad. L.a combinacion de los algoritmos de
clasificaciéon base con métodos de transformacién presentan una composicion de practicidad,
efectividad y poco requerimiento de computo, si bien las técnicas de DL presentan los mejores

resultados para la clasificacion de texto multi-etiqueta.

3.6.1 Meétodos de transformacion de problemas multi-etiqueta

BR, LP y CC son aproximaciones de transformacién de problemas que se aplican a través de la libreria
scikit-multilearn. El objetivo de scikit-multilearn es proporcionar una implementacién en Python de
numerosos algoritmos de clasificacién de etiquetas multiples para la comunidad de desarrolladores de
cédigo abierto y usuarios comerciales del ecosistema de ciencia de datos de Python [169]. La
interoperabilidad con Scikit-learn esta integrada de tal manera que, uno de los parametros del método
de transformacién en sickit-multilearn, es definir al algoritmo de clasificacion base compatible de

Scikit-learn.

3.6.2 Algoritmos de clasificacion base

En este proyecto se aprovechan las caracteristicas ya descritas anteriormente de los algoritmos de
clasificacién base. Por esta razén se considera a NB, LR, SVM y RF como los algoritmos a comparar

con los datasets anuales de agricultura organica.
Es a través de la librerfa Scikit-learn que se invocan los algoritmos base NB, LR, SVM y RF.

Tabla 3.6: Caracteristicas en Scikit-learn de los clasificadores base seleccionados.

Algoritmo base Scikit-learn
NB Multinomial Naive Bayes
(MultinomialNB)
SVM Linear — Support  Vector — Classification
(LinearsvC)
LR LogisticRegression
RF RandomForestClassifier

Para el proyecto de la tesis, tanto los parametros de los métodos de transformacién, como los

parametros e hyperparameters de los algoritmos de clasificacion, se configuran con los valores
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predeterminados. Lo anterior se considera para proporcionar un punto de partida, consistencia en los

modelos y tener desempefios sistematicos para futuros trabajos.

3.7 Evaluacion del modelo

Los modelos de clasificaciéon multi-etiqueta presentan como resultado predicciones de la muestra que
se compara con los valores reales del dataset y la evaluacion del modelo permite determinar qué tan

bien el modelo predice las etiquetas de clase correctas para un conjunto dado de datos de entrada.

Para la medicién de desempefio de los algoritmos y modelos, se seleccionan métricas de clasificacion

multi-etiqueta como accuracy, F1-score, Hamming loss y tiempo de ejecucion, entre otras.

3.7.1 Datos de distribucion de etiquetas

Para este trabajo de investigacion se manejan dos métricas de distribucion de etiquetas, la cardinalidad
y la densidad de etiquetas [91]. El proceso de calculo de cardinalidad de etiquetas implica el calculo
del nimero total de etiquetas que son pertinentes para cada instancia en un dazaset. Esto es seguido
posteriormente por la determinacién del promedio de la suma acumulada, que revela el nimero medio

de etiquetas por instancia [25].

La densidad de etiquetas es el numero de etiquetas por instancia dividido por el numero total de

etiquetas, promediado sobre las instancias.

3.7.2 Métricas de clasificacion

Accuracy, F1-score micro y Hamming loss son aplicadas a los algoritmos de clasificacion multi-etiqueta a
través de la librerfa Scikit-learn. La evaluaciéon de desempefio se realiza a los siete dafasets anuales
respectivamente, dentro de los cinco escenarios de balanceo de los dataset, para los cuatro
clasificadores NB, SVM, LR, RF y en combinacién con cada uno de los cuatro métodos de

transformacion multi-etiqueta OVR, BR, CC y LP

En Scikit-learn el accuracy score, para la clasificacion multi-etiqueta, calcula lo que se llama el accuracy del
subconjunto. Si todo el conjunto de etiquetas pronosticadas para una instancia coincide exactamente
con el verdadero conjunto de etiquetas, entonces el acaracy del subconjunto es 1, de lo contrario es 0
[139]. Por ello, al ser una medicién estricta, se considera viable para este proyecto porque, dado que
los conjuntos de etiquetas completos, el predico y el real, se comparan para una igualdad total [25],

aun en escenarios donde el dataset sea desbalanceado.
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F1-score (micro) a través de la libreria Scikit-learn permite evaluar los modelos a través de los escenarios
donde los datasets seran balanceados, desbalanceados y muy desbalanceados a través del resampling. Por
ello, de los cinco escenarios 3 (escenarios 2, 3 y 5) son con datasets donde se considera que F7-score

micro asegura que a cada clase se le dé la misma importancia.

3.7.3 Tiempo de ejecucion

El tiempo de ejecucion es un componente importante para considerar en ML porque puede afectar la
validez de un modelo. El tiempo de ejecuciéon de los modelos de clasificacion abarca a partir de la
tokenization, aplicacion de TF-IDF, transformacion, clasificacion y hasta la presentacion de resultados.
El valor del tiempo de ejecucion se representara en segundos (s) mediante la librerfa ipython-

autotime de Python.

3.7.4 Capacidades de cémputo

El criterio de utilizar infraestructura de procesamiento de datos limitada es con el objetivo de evaluar
el desempefio de los modelos en estas condiciones como escenario potencial de instituciones

académicas con baja capacidad de computo para estos procesos.

Para los modelos de clasificacion el procesamiento de datos es en un equipo con procesamiento Intel
Dual-Core con 2.3 GHz, graficos de tarjeta de 1536 MB, 16GB de RAM (DDR4 2133 MHz), sistema
operativo MacOS (64 bits) y programacion en Python v3.8.
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4 RESULTADOS Y DISCUSION DE CLASIFICACION DE TEXTO
MULTI-ETIQUETA

En esta seccion se presentan los resultados de los diferentes estudios realizados a los clasificadores de
textos multi-etiqueta evaluados en esta tesis doctoral. Cabe sefialar que en el cumplimiento del
Objetivo 1 los resultados se presentan con base en las etapas del framework propuesto para la

comparacion de modelos de clasificacion de texto multi-etiqueta que se muestra en la Figura 3.1.

4.1 Recuperacion de informacion y creacion de los datasets

La coleccién de publicaciones se realizd bajo criterios de busqueda y exclusién logrando obtener
180852 articulos cientificos de la base de datos de Dimensions publicados en el periodo 2015-2021
(ver Tabla 4.1). Para el filtro de Open Access (OA) se seleccionaron, tanto articulos de todos los criterios
OA, como articulos basados en suscripcion (cerrados). La razén principal es porque las caracteristicas
definidas para el texto consideraron solo titulo y resumen, los cuales son metadatos incluidos en los
campos de exportacion de la plataforma Dimensions, tanto en articulos OA como en los cerrados. La
Tabla 4.1 presenta el resumen de criterios de busqueda y filtrado de las caracteristicas de los

documentos cientificos a exportar.

Tabla 4.1: Criterios de creacion de los datasets para clasificadores de texto multi-etiqueta.

Filtro Criterio
Tipo Articulo publicado o preimpreso
) i Capitulos, articulos de congresos, Libro Editado,
Exclusiones en Tipo ’
Monografia
17 Objetivos de Desarrollo Sostenible (ODS) de la ONU
para la Agenda 2030:

ODS1 Sin pobreza

ODS 2 Hambre Cero

ODS 3 Buena Salud y Bienestar

ODS 4 Educacién de calidad

ODS 5 Igualdad de Género

ODS 6 Agua limpia y saneamiento

ODS 7 Energfa asequible y limpia

ODS 8 Trabajo decente y crecimiento econémico
ODS 9 Industria, Innovacion e Infraestructura
ODS 10 Desigualdades Reducidas

ODS 11 Ciudades y comunidades sostenibles
ODS 12 Produccion y Consumo Responsable ODS
ODS 13 Accién Climatica

ODS 14 Vida bajo el agua

ODS 15 Vida en la tierra

ODS 16 Paz, Justicia e Instituciones Sélidas
ODS 17 Alianzas para los Objetivos

Idioma Inglés

Ano de publicacién Enero 2015-Agosto 2021

Articulos con Titulo y Resumen 100%

Esquema de clasificacion (clases
de clasificacion)
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Cerrados y todos los tipos de Open Access (Oro, Bronce,
Open Access Verde, Hibrido).
Publicaciones colectadas 180852

4.2 Analisis Exploratorio de los datasets para clasificacion multi-etiqueta

El EDA, permite tener conocimiento significativo de los dafasefs a través de estadisticas y herramientas
visuales. Para esta tesis, dos valores de interés por su posibilidad de influencia en el proceso de
clasificacioén son la cardinalidad y la densidad de las etiquetas. Bernardini et al., 2014, observaron que
los métodos de clasificaciéon multi-etiqueta pueden verse mas afectados por valores de baja densidad
de etiquetas que por valores de cardinalidad altos, en la Tabla 4.2 la densidad y la cardinalidad de
etiquetas de los datasets recopilados son de valores constantes, con variaciones extremadamente bajas,
para todos los afios, por lo que su influencia en el desempefio de métodos de clasificacion se considera

la misma y de bajo impacto [91].

Tabla 4.2: Rasgos basicos de los datasefs anuales de agricultura organica.

Aiio de ) Cardinalidad de la | Densidad de
. ., Instancias . . Clases
publicacién etiqueta etiquetas

2015 23466 1.09 0.06

2016 25952 1.1 0.06

2017 25000 1.10 0.06 17 Objetivos de
2018 31434 1.11 0.07 Desarrollo
2019 25000 1.11 0.06 Sostenible
2020 25000 1.11 0.07

2021 25000 1.12 0.07

La Figura 4.1, presenta la distribucion de las etiquetas instancias con respecto al nimero de etiquetas
que presentan. Se tiene una predominancia de 9:1 de las instancias con una etiqueta con respecto a las

de maltiples etiquetas.
28322

25000
20000

15000

Articulos

10000

5000

2882

—20 9 1
1 2 3 4 5

Distribucion de etiquetas

Figura 4.1: Distribucion de etiquetas de clase del dazaset articulos cientificos 2018 con los 17 ODS
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4.3 Creacion de los escenarios de datasets

Derivado de la exportacion de metadatos del portal Dimensions, se crearon los siete datasets, donde la
Tabla 4.3, presenta la distribucién de los ODS y su categorizacion. Cada uno de los clasificadores base
de texto (NB, SVM, LR y RF) se ejecuta en cinco escenarios de datasets heterogéneos. Es decir, los
siete datasets anuales presentan ajustes en la cantidad de instancias y de etiquetas, como se describe en
la Tabla 4.4. Para los escenarios ESC2, ESC3 y ESC4, las etiquetas de clase ODS minoritarias, con

menos de 1000 instancias, se descartaron porque considerase etiquetas ruidosas.

Tabla 4.3: Distribucién de etiquetas de clase ODS en datasets anuales.

Obijetivos de Desarrollo Numero de Articulos
Sostenible 2015 | 2016 | 2017 | 2018 | 2019 | 2020 | 2021 | Promedio Obs.
ODS!1 Sin pobreza 280 | 325 | 276 | 258 | 241 | 224 | 252 265
ODS2 Hambre Cero 1458 | 1751 | 1572 | 2859 | 1820 | 2020 | 2129 1944
ODS3 Buena Salud y 2714 | 2301 | 2963 | 4880 | 2608 | 2878 | 2523 2081 | T
Bienestar
ODS4 Educacion de calidad | 1100 | 1355 | 1236 | 1867 | 1185 | 1200 | 1056 1286
ODSS5 Igualdad de Género 37 0 62 | 54 | 74 | 61 54 | 50 56 (Clase
minoritaria
ODS6 Agua limpia y 973 | 1124 | 1059 | 1531 | 1091 | 1085 | 1050 1130
saneamiento
1?;?: Energfa asequible y 3373 | 3725 | 3487 | 2721 | 3665 | 3582 | 3888 | 3492
ODS8 Trabajo decente y 764 | 662 | 842 | 625 | 886 | 941 | 893 802
crecimiento economico
ODS9 Industtia, Innovacion | o | 119 | 125 | 115 | 152 | 137 | 150 129 |
e Infraestructura
ODS10 Desigualdades 482 | 603 | 551 | 461 | 500 | 512 | 433 506
Reducidas
ODS11 Ciudades y 1743 | 2225 | 2257 | 3852 | 2581 | 2654 | 2679 2570
comunidades sostenibles
ODS12 Produccién y 897 | 1068 | 1071 | 1891 | 1297 | 1375 | 1610 1316
Consumo Responsable
ODS13 Accién Climatica 6105 | 6514 | 6017 | 5069 | 5915 | 5890 | 6448 5994 Clase -
mayotitaria
ODS14 Vida bajo el agua 1693 | 1972 | 1770 | 2321 | 1667 | 1564 | 1610 1800
ODS15 Vida en la tierra 2286 | 2963 | 2499 | 3899 | 2416 | 2249 | 2128 2634
ODSI6 Paz Justicia ¢ 1507 | 1715 | 1555 | 2311 | 1544 | 1354 | 1139 | 1589 |  —oomv
Instituciones Sélidas
ODS17 Alianzas para los 61 68 65 53 65 75 67 65
Objetivos
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Figura 4.2: Distribucién de etiquetas de clase de 17 ODS del dataset articulos cientificos 2018 con los 17

Tabla 4.4: Escenarios y las instancias de los datasets anuales para evaluar los modelos de clasificacion de texto.

ODS

Escenarios de datasets

Cantidad de articulos

2015 2016 | 2017 | 2018 | 2019 | 2020 | 2021
ESC1. Desbalanceo original con 17 23466 | 25952 | 25000 | 31434 | 25000 | 25000 | 25000
etiquetas de los ODS
ESC2. Desbalanceo con 11 etiquetas
ODe e D e 22117 | 24565 | 23524 | 30480 | 23561 | 23544 | 23645
ESC3. Equilibrado en etiquetas ODS 9023 10647 | 10537 | 13623 | 10781 | 10631 | 10259
ESC4. Desbalanceo extremo (102 1) de 3501 3930 | 4012 | 3038 | 3986 | 4112 | 4026
una etiqueta frente a otras 10 etiquetas
ESC3. Instancias con una sola etiqueta 21462 | 23512 | 22733 | 28322 | 22585 | 22365 | 22083
de clase ODS (multi-clase)

4.4 Preprocesamiento

Para los experimentos de la presente investigacion y con base en el framework definido, en el
preprocesamiento se aplicaron reglas tales: Remocion de palabras comunes a través de stopwords,

normalizacién a minusculas, eliminacién de signos, espacios y puntuaciones y sustituciéon de

contracciones.

Debido a que los estudios revisados presentaban diferentes resultados en el desempefio del clasificador
al aplicar el stemming y el lemmatizing, para esta tesis se compard su efecto con el dataset de articulos
cientificos. Para comprimir las pruebas del efecto del stemming y el lemmatizing, el comparativo se realizo
con el dataset 2018 completo, con los cuatro transformadores OVR, BR, LP y CC y los clasificadores
NB, SVM, LR y RF cuya combinacién tuviera tiempos de ejecucion menores a lhr (3600 s). Los

resultados se presentan a continuacion.




Tabla 4.5: Resultados OVR con NB, LR, SVM y RF con y sin stemmingy lemmatizing con el dataset 2018.

Meétodo OVR
STEM-
Classifier | STEM- . STEM- . . STEM- .
Model Lemne | NB | Oif | iR | LR O| DIf LEM svM | Dif. | Loee | RF Dif.
SVM
Accuracy | 0055 | 0.046 | 0.009 | 064 | 0628 | 0.012 0.75 0764 | -0.014 035 0395 | -0.045
F(rln if’rz;e 0097 | 0081|0016 | o078 | 0773 | 0007 0.85 0.864 | -0.014 0.52 0.570 | -0.050
Ha};’:’;’”g 0062 | 0062 | 0.000 | 0025 | 0025|0000 | 0018 |0017 | 0.001 0043 | 0.040 | 0.003
Tiempo
de Ejec. 16 7 9 14 15 1 5 4 156 161 -5
(s)

La Tabla 4.5 y Figura 4.3 comprueban que para OVR con cualquier clasificador, no representan

beneficios representativos. La mejora maxima en F7-score se presenta con un incremento del 2% en

OVR-NB, pero siendo que pasa de 8% a 10% de efectividad, no es un efecto para considerar. Por el

contrario, para OVR-RF y OVR-SVM, el desempefio en F7-score empeora 5% y 1% respectivamente.

STEM-LEM LR LR

F1-Score (micro)

STEM-LEM NB

NB

STEM-LEM SVM

One-versus-Rest

SVMm

STEM-LEM RF

RF

Figura 4.3: Comparativa de clasificadores NB, SVM y RF (con OVR) aplicando y sin aplicar stemming y

lemmatizing en dataset completo de 2018 con los 17 ODS

Tabla 4.6: Resultados LP con NB, SVM y RF con y sin stemming y lemmatizing con el dataser 2018.

Método LP
Classifier STEM-LEM . STEM-LEM . STEM-LEM .
Model NB NB Dif. SVM SVM Dif. RE RF Dif.
R - : -
ceuracy 0.570 0571 | 4 oo; 0.800 0809 | (oo | 0726|0728 |
Fl-score -
(mioro) 0.612 0.612 | 0.000 0.847 0855 | e 077 | 0770 | 0
Hamming 0.048 0.048 | 0.000 0.019 0.018 | 0.001 0029 | 0028 | 0.001
Tiempo
de Ejec. 70 94 | -24 67 103 | -36 1750 | 1820 | -70
©)
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La Tabla 4.6 muestra que, para LP con NB, SVM y RF, ninguno presenta beneficios en accuracy y F1-

score al aplicarle stemming y lemmatizing. En algunos casos empeora su desempeno. El efecto positivo

solo se presenta en los tiempos de ejecuciéon donde se reducen los tiempos.

Tabla 4.7: Resultados BR con NB y SVM con y sin stemming y lemmatizing con el dataser 2018.

Método BR
Classifier STEM-LEM . STEM-LEM .
Model NB NB Dif. SVM SVM Dif.
Accuracy 0.055 0.043 0.012 0.748 0.743 0.005
Fl-score
(micro) 0.097 0.075 | 0.022 0.852 0.850 0.002
Hamming =
L oss 0.062 0063 | 101 0.018 0018 |  0.000
Tiempo
de Ejec. 989 1146 -157 354 429 -75
()

La Tabla 4.7 comprueba que para BR con clasificador NB y SVM, no representan beneficios
significativos, porque en F7-score la mejora del 2% de BR-NB y de 0.2% de BR-SVM. Sin embargo,
BR-NB aun continua con valores menores al 10% en F7-score. Aun considerando que los tiempos de

ejecucion disminuyen con stemming y lemmatizing, podria correrse el riesgo de disminuir la calidad de la

clasificaciéon en BR-SVM y para BR-NB, no se mejora sustancialmente.

Tabla 4.8: Resultados CC con NB, SVM y RF con y sin stemming y lemmatizing con el dataset 2018.

Método CcC

Classifier | STEM-LEM . STEM-LEM . STEM-LEM .

. \B NB Df. UM SVM Dif. . RF Dif.
Accuracy 0.063 0047 | 0016 0.780 0788 | -0.008 0364 0330 | 0034
IZﬂ f;‘;e 0.109 0081 | 0028 0.841 0.842 | -0.001 0.534 0.500 | 0.034
HaC‘OTS'”g 0.061 0062 | -0.001 0.020 0020 | 0.000 0.042 0.044 | -0.002

Tiempo

de Ejec. 489 853 -364 1230 1580 | -350 2329 2445 | -116

(s)

Finalmente, la Tabla 4.8 comprueba que con CC, los clasificadores NB, SVM y RF no presentan
resultados de mejoras consistentes en aceiracy, Fl-score y Hamming loss. Aun considerando que los
tiempos de ejecucion se disminuyen, las métricas de clasificacion no reciben mejoras representativas
como para considerar aplicar stemming y lemmatizing en los experimentos con los diferentes escenarios

de los datasets.

Con base en los resultados anteriores, siendo que el stemming y el lemmatizing provocan en general un
peor desempefio en clasificadores como SVM y RF y una muy baja mejora en NB, para lo siguientes

experimentos de la tesis, los datasets se trabajaron sin aplicarles stemming ni lemmatizing.
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4.5 Resultados de clasificadores multi-etiqueta

Para esta tesis, se evaluaron cinco escenarios de datasets (Tabla 4.4), cuatro métodos de transformacién
(OVR, BR, LP, CC) en cuatro algoritmos de clasificacion (NB, SVM, LR y RF). A continuacién, se
presentan resultados por cada escenario del afio 2018 como muestra de los resultados y su analisis,
siendo el comportamiento similar en los restantes afios. De manera demostrativa, para esta seccion de
la tesis, se presenta solo los resultados del dazaset 2018 basados en un solo criterio: ser el dataset anual

con mas documentos, 31434. Los resultados completos los afios 2015 a 2021 se encuentran en el

Anexo A.

451 Escenario 1 (ESC1): Dataset desbalanceado original con 17 etiquetas de clase ODS

LLa Figura 4.4 presenta graficamente los datos recolectados de 2018 con un desbalanceo donde se nota
la predominancia de las clases 3 y 13. En ESC1, los 31434 articulos cuentan con las 17 etiquetas de
clase delos ODS. LLa Tabla 4.9 muestra que OVR en combinacion SVM presentan el mejor desempefio
de F7-score con 86% y Hamming loss 0.017. Sin embargo, LP con SVM tuvo una ligera mayor puntuacioén
en accnracy. En el Tiempo de Ejecucion, medido en segundos, LP-SVM consume un 93% menos que
el segundo mejor modelo (CC-SVM). Es importante reconocer que tanto OVR, como BR, aun siendo
estrategias de crear binarios de clase con acciones similares, tienen una clara diferencia en el tiempo
de ejecuciéon. En comparacion con Medina et al., 2019, que compara modelos de clasificacion multi-
etiqueta implementando OVR con NB y SVM, obtuvo valores F7-score de 69% vy 74%,

respectivamente. Esta tesis tuvo un valor maximo de acwracy de 86% en el ESC2 Tabla 4.10.
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Figura 4.4: Dataset de articulos cientificos 2018 con los 17 ODS
Tabla 4.9: Resultados ESC1 dataset 2018.
2018
Método One-vs-Rest (OvsR) Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Algoritmode | \p | yp lsyM RF| NB | LR SVM RF| NB | LR |SVM RF |NB| LR |SVM RF
clasificacion

Accuracy  |0.046/0.628/0.764/0.395| 0.571 | 0.782 |0.810/0.728| 0.043 | 0.625 |0.743| 0.309 |0.047| 0.720 |0.788|0.330,

Fl-score  |0.081/0.773/0.864/0.570| 0.612 | 0.828 |0.855|0.770| 0.075 | 0.772 |0.850| 0.470 |0.081| 0.769 |0.842|0.500!

Hamming loss |0.062|0.025/0.0170.040] 0.048 | 0.021 |0.018/0.028/ 0.063 | 0.025 |0.018) 0.045 |0.062| 0.029 |0.020/0.044

Tiempo de Ejec.
(s)

7 15 5 | 161 | 94 | 21866| 103 |1820| 1146 | 10547 | 429 | 11685 | 853 | 13423 | 1580 | 2445

4.5.2 Escenario 2 (ESC2): Dataset desbalanceado con 11 etiquetas de clase ODS

En el ESC2, se descartan seis etiquetas de clase (ODS 1,5,8,9,10 y 17), bajo el criterio de considerarlas
clases minoritarias por contar con menos de 1000 instancias. El objetivo del descarte es reducir los
datos ruidosos teniendo en cuenta las etiquetas con pocas ocurrencias afectan al rendimiento de los
modelos de clasificacién. De acuerdo con [170], las reglas especificas que predicen muestras de la clase

minoritaria pueden ser ignoradas (trataindolas como ruido), porque se anteponen reglas mas generales.

La Tabla 4.10 presenta los resultados de un mejor desempefio para todos los modelos de clasificacion
excepto NB. La combinacién LP-SVM tuvo los mejores puntajes en todas las métricas con un

incremento de casi el 5% en F7-score. Esta combinacion tiene el mejor F7-score, 90% y un accuracy del
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87%, y el menor valor de Hamming loss, 0.022. E1 ESC2, aun siendo un dataset desbalanceado, al haber
eliminado etiquetas de clase con poca representatividad, permitié al algoritmo SVM reducir la
sensibilidad al ruido en los datos de entrenamiento y presentar mejor desempeno en las pruebas de la
clasificacién. Es notable que, al eliminar seis etiquetas de clase, que representan solo el 3% del dataset,
los tiempos de ejecucion se reducen considerablemente. Por ejemplo, en LP-SVM la reduccién del
tiempo es del 68%, mientras que con CC-LR es del 59% y BR-LR de un 55%. OVR-SVM y BR-SVM

obtienen resultados muy aceptables en los 3 métricas cercanos a los valores del mejor LP-SVM.
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Figura 4.5: Dataset 2018 desbalanceado y ajustado a 11 ODS

Nimero de articulos cientificos

Tabla 4.10: Resultados ESC2 dataset 2018.

2018
Método | One-vs-Rest (OvsR) | Label Powerset (LP) ;!

Algoritmode | yp | yp lsyM/ RE| NB | LR |SYM RE| NB | LR |[SYM REF NB LR |SVM RE

clasificacion

Accuracy | 0.046/0.689/0.811/0.460| 0.578 | 0.795 |0.8680.812| 0.046 | 0.689 |0.811] 0.467 [0.051] 0.765 |0.850]0.488

Fl-score |0.080]0.824/0.898/0.670| 0.636 | 0.854 |0.901/0.850| 0.080 | 0.824 [0.898 0.670 |0.088| 0.830 |0.893/0.690

Hamming loss |0.108/0.036/0.022/0.057| 0.077 | 0.031 |0.022(0.034/ 0.108 | 0.036 |0.023| 0.057 |0.108] 0.038 |0.024/0.055

Tiempo de Ejec.
(s)

5 13 6 | 128 | 52 1965 | 41 | 375 | 252 | 5966 | 283 | 7869 | 254 | 6883 | 1055|1965

La Figura 4.6 compara ESC1 vs ESC2 presentando el incremento del desempefio en F7-score de casi
todos algoritmos de clasificacién con todas las combinaciones de transformacion (excepto NB). Lo

anterior comprueba el efecto positivo por la eliminacion de clases minoritarias. Si bien RF fue el
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algoritmo base que mayor incremento en F7-score con respecto a ESC1, aun sus valores con OVR, BR

y CC son inferiores al 70%.

W ESC1Fl-score m ESC2 Fl-score
0.9

NB RF | NB LR SWM RF | | NB LR SWM RF | | NB LR SWM RF |

LR SWM

F1-Score (micro)
=) =) o o =) o
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o
-
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Figura 4.6: Comparativa de F'7-score en Escenario 1 (ESC1) vs Escenario 2 (ESC2) dataset 2018

4.5.3  Escenario 3 (ESC3): Dataset totalmente balanceado

En este proyecto, pretendié evaluar el rendimiento de los modelos de clasificaciéon multi-etiqueta con
clases completamente balanceados, las 11 etiquetas de clase ODS (2,3,4,6,7,11,12,13,14,15 y 16) se
balancearon al valor de ODS6 de 1530 muestras. Si bien, es un caso que en la realidad probablemente
no se presenta, la intencion era colocar en igualdad de circunstancias a los modelos, con respecto al
balanceo de etiquetas. La Tabla 4.11 muestra nuevamente LP-SVM como el mejor modelo en
comparacion con un accuracy del 83% y F1-score del 87%. Sin embargo, en comparaciéon con ESC1 y
ESC2, es evidente que la mayoria de los modelos muestran un menor rendimiento en las 3 métricas
de clasificacion. La disminucion del 55% del total de las muestras de entrenamiento, en comparacion
con ESC2, por ejemplo, es la razén principal por las que el rendimiento de la mayoria de los modelos
es menor. En el mejor modelo de ESC1 y ESC2, LP-SVM, el accuracy mejord un 3% en comparacion
con ESC1, y solo disminuyé un 4% en comparaciéon con ESC2. Adicionalmente, el tiempo de
ejecucion se reduce drasticamente con respecto a ESC1. Por ejemplo, LP-LR, con el mayor tiempo
de ejecucion en ESC1 (27493 s), en ESC3, con solo el 45% muestras con respecto a ESC1, el tiempo

se reduce a 154s, una reduccion del 99.4%.
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Figura 4.7: Dataset 2018 balanceado y ajustado a 11 ODS

Tabla 4.11: Resultados ESC3 dataset 2018.

2018
Método One-vs-Rest (OvsR)

Algoritmode | g | yp lsyM RF| NB | LR |SYM RE| NB | LR |SVM RF |NB| LR |SVM RF
clasificacion

Accuracy 0.006|0.604|0.759| 0.428| 0.686 | 0.775 |0.833/0.779| 0.011 | 0.604 |0.759| 0.424 |0.012| 0.698 |0.806|0.433

Fl-score 0.010/0.760| 0.860| 0.620| 0.740 | 0.830 |0.870/0.820| 0.020 | 0.760 |0.860| 0.620 |0.020| 0.760 |0.860|0.620

Hamming loss |0.112]0.046|0.030/0.063| 0.054 | 0.035 |0.0250.063] 0.112 | 0.046 |0.030| 0.063 |0.111| 0.051 |0.032|0.062

Tiempo de Ejec.
(s)

2 7 4 42 10 154 7 83 41 164 39 | 1457 | 48 286 | 126 | 454

La Figura 4.8 presenta los resultados F7-score de los cuatro algoritmos de clasificacién y las
combinaciones con los cuatro transformadores. En LP-NB, donde LP convierte la clasificacién en
multi-clase, NB tiene su mejor resultado en ESC3. NB tuvo peores resultados en ESC que en ESC1
y ESC2.
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Figura 4.8: Comparativa de F7-score en ESC1 vs ESC2 vs ESC3 dataset 2018

4.5.4 Escenario 4 (ESC4): Desbalanceo extremo de clases (relacion 10:1 de etiquetas de

clase)

LLa meta en ESC4 es identificar el rendimiento de One-v5-Rest (OVR) y BR cuando el Ore tiene el mismo
numero de instancias que Resz (relacion de 10:1) evitando sesgos, pero reduciendo extremadamente
las muestras de entrenamiento. El dataset se toma del ESC2 de 11 etiquetas de clase ODS, eliminando
ODS 1,5,8,9,10 y 17. La Figura 4.9 presenta 4 ejemplos de los datasets, donde la Figura 4.9(a) presenta
el dataset donde ODS2 tiene 1800 instancias y la suma del resto es igual a 1800. La Figura 4.9 (b) es
cuando el dataset se ajusta con ODS3 con 1800 instancias y la suma del resto es 1800. La figura (c) y
(d) presentan la misma distribuciéon con ODS15 y ODS16 respectivamente. El resultado de cada

métrica sera el promedio de los 11 resultados con desbalanceo extremo.
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Figura 4.9: Muestra de los datasets con desbalanceo extremo del dataset 2018. El inciso (a) presenta el dataset
con ODS2 de 1800 instancias y la suma del resto es igual a 1800. El inciso (b) crea unl dataset con ODS3 con
1800 instancias y la suma del resto es 1800. Los incisos (c) y (d) presentan la similar distribucién con ODS15

y ODS16 respectivamente.

La Tabla 4.12 presenta el promedio de los 11 resultados de clasificacion con desbalanceo extremo para
cada ODS. La combinacién OVR-NB tuvo la mejoria significativa en el accuracy pero aun insuficiente
para catalogarla como aceptable (del 5% en ESC1 al 49% en ESC4). Siendo un promedio de 2045
instancias en el entrenamiento del algoritmo, LP-SVM presento su peor rendimiento, en comparacion
con los otros escenarios considerados anteriormente (83% de F7-score). Segiin Hernandez et al. [171],
en conjuntos desbalanceados, para SVM el hiperplano de separaciéon esta sesgado hacia la clase
mayortitaria, disminuyendo la precision de clasificacién, ya que la clase minoritaria puede considerarse
como ruido y, por lo tanto, es ignorada por el clasificador. Sin embargo, con solo el 10% de los
ejemplos de entrenamiento, en comparacion con ESC1, LP-SVM es el mejor modelo para el dataset
extremadamente desequilibrado 1800-180, con el F7-score mas alta 83% (solo 2% menos en

comparacion con ESC1).

Tabla 4.12: Resultados del ESC4 con dataset 2018 donde el resultado de cada métrica es el promedio de los 11

resultados con desbalanceo extremo de los 11 ODS.

2018
Método One-vs-Rest (OvsR) Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Algoritmode |y | 1 p 'syM RF| NB | LR |SVM RE| NB | LR |SYM| RF NB| LR |SVM RF
clasificacion

Accuracy 0.485|0.553/0.711]{0.554| 0.495 | 0.649 |0.756|0.648| 0.485 | 0.553 [0.711] 0.554 |0.484| 0.607 |0.755/0.557

Fl-score 0.614]0.702/0.833|0.695| 0.548 | 0.715 |0.834/0.704| 0.614 | 0.702 |0.833| 0.694 |0.739| 0.693 |0.830/0.693

Hamming loss |0.0670.051/0.032/0.053| 0.090 | 0.111 |0.034/0.059| 0.067 | 0.051 |0.032| 0.053 |0.068 0.060 |0.0340.054

Tiempo de Ejec.
(s)

7 3 4 14 6 44 3 18 7 21 11 181 11 32 16 | 64
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El efecto de ajustar el dataset con una proporcion de 10:1 para cada etiqueta de clase, tiene resultados

positivos sélo para NB. Al comparar los resultados con respecto a los ESC1, ESC2 y ESC3, la grafica

Figura 4.10 presenta el efecto de un desbalanceo extremo en los modelos disminuyendo la efectividad

de clasificacion. La excepcion son OVR-NB, BR-NB y CC-NB que incrementa significativamente su

desempenio, pero sin llegar a valores satisfactorios. Esto podria deberse a que el sesgo por la clase

mayortitaria le permite clasificar correctamente esta clase.
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45,5 Escenario 5 (ESC5): Instancias con una etiqueta de clase ODS (dataset multi-clase)

El enfoque de este escenario 5 fue mantener los articulos cientificos con una sola etiqueta (28322)

para una tarea de clasificacion multi-clase. Nuevamente, LP-SVM presenté el mayor desempefio en

comparacion obteniendo el mejor valor en F7-score y accuracy de todos los escenarios, ambos con un

91% y el valor mas bajo de Hamming loss con 0.011 (Tabla 4.13). A pesar de que el método OVR, con

cualquier clasificador, presenté los mejores tiempos de ejecucion, la relacion entre tiempo y mejor

desempeno estuvo mejor reflejada con el método LP.

Tabla 4.13: Resultados del ESC5 donde en el dazaser 2018 se eliminan las instancias con multiples etiquetas

convirtiéndose en multi-clase.

2018
Método One-vs-Rest (OvsR) Label Powerset (LP) _ Classifier Chains (CC)
Algoritmode | \p | 1 p loyM RFE| NB | LR SVM| RE| NB | LR |SVM RF |NB| LR |SVM RF
clasificacion
Accuracy | 0.046]0.628]0.764/0.395 0571 | 0.782 |0.908/0.728 0.043 | 0.625 |0.743| 0.309 |0.047| 0.720 |0.788]0.330
Fl-score  |0.0810.773/0.864/0.570] 0.612 | 0.828 [0.907/0.770| 0.075 | 0.772 |0.850 0.470 |0.081| 0.769 |0.842]0.500
Hamming loss |0.0620.025/0.017/0.040] 0.048 | 0.021 |0.0110.028 0.063 | 0.025 [0.018] 0.045 |0.062| 0.029 |0.020]0.044
T‘emp‘(’s‘)ie Eiec| 2 1 45| 5 | 161| 94 | 21866 103 |1820| 1146 | 10547 | 429 | 11685 | 853 | 13423 | 1580 2445
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Como se presenta en la Figura 4.1, el comportamiento de SVM es muy consistente
independientemente del escenario y del modelo de transformaciéon. En términos generales, el ESC2
que elimina las clases minoritarias con menos de 1000 etiquetas, permite que los modelos mejoren sus
desempefios porque se esta eliminando etiquetas que generan ruido en el aprendizaje de estos. El mal
desempenio de NB podria ser a que los patrones de dependencia inherentes a las clases pequefias

generalmente no son significativos y dificiles de codificar adecuadamente provocando errores de

LR SVM RF

clasificacion de las clases minoritarias, como lo considera (Sun et al., 2009).
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Figura 4.11: Comparativa de F'7-score en ESC1 vs ESC2 vs ESC3 vs ESC4 vs ESC5 en dataset 2018
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4.5.6 Relacién de cantidad de etiquetas de clase y el desempefio de modelos

Existe una relacion entre el resultado de F7-score para cada clase con la cantidad de instancias. Como
una muestra, la Figura 4.12 presenta la correlacion entre resultados F7-score para SVM y tamafio de las
muestras. Esta correspondencia es mas evidente en los ODS con las menores cantidades de etiquetas

del dataser 2018 (ODS1, ODS5, ODS9 y ODS17).

LLa Figura 4.13 confirma que en general, a mayor cantidad de instancias, el desempenio de LP-SVM es
mejor con respecto a CC y OVR (ODS2, ODS3, ODS13 y ODS15). Es notorio el mal desempefio de

los clasificadores de las clases cuyas muestras son menores 1000.
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Figura 4.12: Resultados de F'7-score de SVM con 3 métodos de transformacién OVR, LP y CC y graficando
la distribucién de las 17 clases ODS del dataser 2018.
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Figura 4.13: Resultados de F'7-score de SVM con 3 métodos de transformacién OVR, LP y CC y graficando
la distribucién reduciendo a 11 las clases ODS del dataset 2018.

4.5.7 Revision condensada de resultados

Este bloque presenta de manera grafica y descriptiva los resultados de aceuracy, F1-score y Hamming loss

del dataset 2018 completo con las 17 etiquetas de clase ODS. La Figura 4.14. muestra de manera clara

que el método LP con cualquier clasificador base (NB, LR, SVM y RF) presenta los mejores resultados

en accuracy y Fl-score. El impacto de LP en NB es considerable sobre todo los escenarios (a excepcion

de ESC4 de desbalanceo extremo), sin embargo, insuficiente. Por ejemplo, al pasar de valores

alrededor de 1% con OVR, BR y CC, a valores por arriba del 60% en F7-score. Asi mismo, SVM

obtiene el mejor desempefio en casi cualquier escenario y con cualquier método de transformacion.
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Figura 4.14: Graficas de desempefo accuracy, F1-score y Hamming loss de los cuatro clasificadores base (NB,

LR, SVM y RF) en los 5 escenarios del dataset 2018.

Los resultados, con relacion a los diferentes escenarios, permiten observar lo siguiente:

1. El método de transformacién LP tiene un consistente y alto desempefio en las tres métricas

de clasificacion en cualquier escenario y con cada uno de los cuatros clasificadores base (Figura
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10.

4.14). LP presenta valores de F7-score minimo del 55 % con NB (ESC4 -desbalanceo extremo-
) y un maximo del 91 % con SVM (ESC5 -multi-clase-).

SVM en todos los métodos y todos los escenarios obtiene el mejor desempefio en aceuracy con
un promedio del 83%, con valor max. de 91% (con LP en ESC5) y min. de 75% (con BR en
ESC4).

Eliminar los datos de las clases minoritarias, considerados ruidosas (las 6 clases con menos
de 1000 instancias) significa una mejora en el desempefio de clasificaciéon para todos los
modelos.

En el escenario con el desbalanceo extremo (ESC4), se cumple los que Cervantes et al., 2020
menciona acerca del mas funcionamiento de SVM en estos datasets sesgados, lo anterior debido
a que es dificil obtener el hiperplano de separacion éptimo para un SVM entrenado con datos
desbalanceado. Sin embargo, incluso en ESC4, con aproximadamente 2000 instancias de
entrenamiento, LP-SVM tiene valores aceptables en F7-score 83%.

NB combinado con cualquier método de transformacion tiene el rendimiento mas bajo, con
un rango de diferencia amplio con su valor maximo de 68.6% (LP-NB en ESC3) y el peor de
0.6% (OVR-NB en ESC3, Tabla 4.11).

Los resultados de NB con OVR, BR y CC, se consideran con subajuste (underfitting) por los
valores obtenidos en las métricas. Lo anterior significa que los valores por defecto de los dos
hyperparameters de NB, Alpha= 1y fit prior=True, nos son suficientes para que en el
entrenamiento aprenda la relacién entre los datos.

Los resultados de Hamming loss (cuando usa LP-NB, BR-NB y CC-NB), accuracy (cuando usa
BR-NB y CC-NB), y F7-score (cuando usa LP-NB, BR-NB y CC-NB), podrian estar afectados
port el bajo valor de la densidad de etiqueta (Tabla 4.2). Lo anterior, con base en Bernardini et
al., 2014, donde not6 que los métodos de etiquetas multiples pueden verse mas afectados por
valores de baja densidad que por valores de alta cardinalidad.

OVR-SVM presentan resultados muy aceptables en ESC1 y ESC2, tal como también lo
presenta en 10 datasets multi-etiqueta [128].

Para los datasets del estudio se confirma la correlaciéon entre el numero de muestras y el
desempefio de clasificacion (Figura 412y Figura 4.13).

Aun con los valores predeterminados de hyperparameters, clasificadores como LR y SVM tienen
resultados aceptable permitiendo considerar en un futuro trabajos de mejora desempefio con

los ajustes a éstos.
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4.6 Tiempo de ejecucion

La eficiencia de los modelos de clasificacion se puede evaluar, en parte, en los tiempos de ejecucion.
Seleccionando un método adecuado para ayudar a definir los topicos en menos tiempo, resulta util
para el futuro desarrollo de un sistema de analisis de articulos cientificos generando topicos en tiempo
real que tendria como objetivo generar informacion de utilidad de tendencias topicos de investigacion
en datasets con decenas de miles de articulos, en tematicas especificas de investigacion para toma de

decisiones basada en datos.

Para esta una revisiéon mas amplia del comportamiento de los tiempos de ejecucion de los modelos,

se seleccionaron los tres mas representativos para graficar:

1. OVR-SVM por ser el que en promedio tiene los tiempos de ejecucion mas bajos.
2. LP-SVM es el modelo que mejores resultados de desempeno en las métricas de clasificacion.
3. BR-RF el modelo que mas altos tiempos de ejecucion presentd en general en todos los afios

y todos los escenatios.

La Tabla 4.14, demuestra que, en promedio, los tiempos en los ESC1 y ESC2, para LP-SVM son del
triple o quintuple, con respecto a OVR-SVM. Sin embargo, en BR-RF se incrementa el tiempo 1222
veces con respecto a OVR-SVM en ESC1 y 8380 veces con respecto al ESC2. Un incremento

significativo, si tomamos en cuenta los resultados en el desempeno de la clasificacion.

Tabla 4.14: Resultados tiempos de ejecucion (s) en tres modelos de clasificacién con cada dataset anual.

. Tiempo de ejecucion (s)

Modelo | Escenatio 5121550675017 | 2018 | 2019 | 2020 | 2021 | Promedio
ESC1 18 8 11 5 11 8 7 10
ESC2 6 4 7 6 25 17 8 10

2“,7;{4' ESC3 6 6 5 4 6 5 5 5

ESC4 3 7 1 4 2 2 2 2
ESC5 8 15 16 4 8 11 6 10
ESCI 39 37 46 103 36 46 37 49
ESC2 22 26 25 4 25 40 31 30

LP-SVM ESC3 7 9 8 7 12 8 8 8
ESC4 3 3 3 3 4 4 3 3
ESC5 25 35 51 58 26 34 47 39
ESCI 10979 | 11020 | 12901 | 11685 | 13254 | 13172 | 12542 12222
ESC2 8952 | 7195 | 7974 | 7869 8494 | 7914 | 10262 8380

BR-RF ESC3 1808 | 2298 | 1949 1457 2844 1817 1719 1985
ESC4 283 398 372 181 318 333 330 316
ESC5 8822 | 11103 | 10794 | 12279 | 10961 | 10943 | 10158 10723

Los resultados confirman la validez de los modelos con respecto a los datasets ya que los tiempos de
ejecucion para cada modelo y escenario son de comportamiento consistente, independientemente del
afio del dataset. La Figura 4.15, muestra como en la grafica del modelo LP-SVM los tiempos de
ejecucion se ven directamente influenciados por la cantidad de instancias. Esto se corrobora por los

tiempos mas altos de este modelo con el dataser 2018 en los tres escenarios considerados principales
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(ESC1 -desbalanceo original con 17 ODS-, ESC2 -desbalanceo con 110DS- y ESC5 multi-clase) que

son los escenarios con mas muestras.
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Figura 4.15: Tiempos de ejecucion de tres modelos OVR-SVM, LP-SVM y BR-RF en los cinco escenarios de
balanceo de los datasets anuales 2015-2021.
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Los datasets de los afios 2017, 2019, 2020 y 2021 cuentan con la misma cantidad de instancias 25000.
Sin embargo, los tiempos no presentan patrones diferenciadores evidentes, por ejemplo, con respecto
al ano 2018 con aproximadamente 26% mas articulos (6434 instancias). Con respecto a los escenarios,
en LP-SVM y BR-RF resulta mas evidente la disminucién del tiempo en el ESC2, con respecto al
ESC1. El ESC2 tiene solo 5% menos instancias que ESC1, sin embargo, en 2018, el modelo LP-SVM
tiene disminucién del tiempo de ejecucion de hasta el 60% con respecto a ESC1 (Tabla 4.14). Para el
modelo BR-RF las disminuciones de ejecucion en ESC2 se reducen un 30% aproximadamente con

respecto a ESCI.

Por otra parte, la Figura 4.16, agrupa los escenarios por afio y confirma un comportamiento
aceptablemente uniforme entre diferentes datasets anualizados y el escenario respectivo. Por ejemplo,
en el ESC1 de BR-RF, tiene escasa diferencia en los tiempos de ejecucion (cercanos a los 10000

segundos) entre los diferentes datasets de 2015 a 2021. Lo mismo ocurre con ESC2 y ESC5.
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Figura 4.16: Tiempos de ejecucion de tres modelos OVR-SVM, LP-SVM y BR-RF en los 5 escenarios y en

los datasets anuales

Un mecanismo de valoracién relativo a los tiempos de ejecuciéon para modelos que se desean
implementar operativamente es comparar los tiempos de ejecucion y el accuracy del modelo. En la
Figura 4.17 se observa que si bien OVR-SVM tiene las ejecuciones por debajo de los 10 segundos. El
modelo LP-SVM es quien tiene los valores de los escenarios principales (ESC1, ESC2 y ESC5) por
encima del 80% en accuracy y F1-score y los tiempos por debajo de los 100 segundos. Lo opuesto sucede

con BR-RF, donde los tiempos de ejecuciéon son muy altos y su desempefio accuracy en la clasificacion
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esta por debajo de 60%. Esto confirma que los métodos multi-etiqueta son mds retadores por el
incremento que puede llegar a tener los calculos de los algoritmos. Por ejemplo, con BR, LP y CC, el
tamafo de los conjuntos de etiquetas crece exponencialmente con el numero de clases, teniendo
costos computacionales altos en BR y CC [172]. Esto se comprueba con los valores de ejecucion de

BR y CC en las Tabla 4.9 a Tabla 4.13.
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Figura 4.17: Comparativo de tiempo de ejecucion (barras verticales azules para la escala logaritmica) de tres
modelos OVR-SVM (el mas rapido), LP-SVM (mejor desempefio general) y BR-RF (mds tiempo de
ejecuciones) en sus 5 escenarios para el dataset 2018. El acenracy (linea naranja con marcadores cuadrados
verdes) y F7-score (linea azul, marcadores circulos rojos) confirman el mal desempefio general de BR-RF y el

desempefio favorable para los otros dos modelos con tiempos de ejecucién muy por debajo de BR-RF.

4.7 Discusion

Los datasets desbalanceados presentan un desafio importante para los algoritmos de clasificacion, ya
que tienden a producir un rendimiento subdptimo. Una razén fundamental es que los clasificadores
estan diseflados para generar soluciones generalizables a través de la creacion de la hipotesis mas
simple que se ajuste a los datos del entrenamiento. Esta heuristica esta basicamente codificada en el
sesgo inductivo de varias técnicas de ML, como los arboles de decision, que muestran una preferencia

por los arboles mas cortos sobre sus contrapartes mas complejas [137]. Esta caracteristica podria estar
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sucediendo con los modelos donde RF fue implementado, donde la hipdtesis mas simple podtia ser

la que asigna la etiqueta negativa a la gran mayorfa de los ejemplos.

Por otra parte, los valores de cardinalidad y de densidad de etiquetas entre los diferentes bases de
datos anuales son constantes entre si y de acuerdo con [92], [173], los métodos de clasificacién

seleccionados se consideran sin efecto para su comportamiento y desempefio.

Asumir la independencia de las etiquetas es inviable para la clasificacién de etiquetas en el mundo real.
Métodos de transformacion que no consideran la correlacion entre etiquetas como OVR y BR,
obtuvieron menor desempeno en las métricas de clasificaciéon comparado con LP y CC. En semejanza
con [174], el método de transformaciéon LP genera mejores resultados en accuracy, F1-score y Hamming
loss con casi todas las combinaciones de clasificadores base. Se puede explicar considerando que, el
numero de etiquetas por instancia (cardinalidad) es bajo (en promedio 1.1), es decir, casi 1 etiqueta
por instancia (como un dataset multi-clase). Por lo anterior, en el proceso de entrenamiento con LP,
las combinaciones de etiquetas pudieron haberse obtenido casi en su totalidad, logrando el aprendizaje

suficiente para un alto desempefio en la etapa de pruebas.

Una posible influencia para los bajos valores de NB en accuracy, F1-score y Hamming loss en los
experimentos de la tesis es lo que presenta [92], en sus resultados. Su argumento principal es la alta
correlacion entre la baja densidad de etiquetas y dichas métricas con respecto a NB aplicando CC, LP
y BR. Sin embargo, para corroborar su real influencia en los resultados de esta tesis, serfa necesario en
un trabajo futuro cambiar los valores de densidad de etiquetas en los datasets para reconocer el efecto

que la densidad de etiquetas tiene en los métodos de transformacion (BR, LP y CC).

Los valores de hyperparameters predeterminados genera beneficios como tener un punto de partida
razonable, rendimiento sistematico, simplificacién y consistencia. Estos valores predeterminados
fueron 6ptimos para todo SVM. NB es el clasificador que menor desempefio presenté con los valores

de sus byperparameters preestablecidos.

El uso de bi-grams y tri-grams se descartd principalmente por dos motivos, el incremento considerable
de recursos como RAM durante los experimentos detenian las ejecuciones porque se consumia toda
laRAM, y el segundo motivo, porque de acuerdo con [59], los bi-grams y tri-grams aumentan el promedio
de acenracy de clasificacion en NB, RF; SVM y LR, pero estos valores son insignificantes en

comparacion con el modelo de #ni-grams de todos los métodos de clasificacion.

Sin embargo, los resultados permiten asegurar que el modelo de clasificaciéon LP-SVM logra clasificar
con multiples etiquetas lo articulos cientificos con titulo y resumen a los 17 ODS hasta con un 91%
de éxito. LP-SVM, ademis obtener resultados consistentemente exitosos en casi todos los escenarios

de los datasets, en el tiempo de ejecucion también tiene valores aceptables, por ejemplo, con un
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promedio de 49 segundos de los 7 datasets anuales en el escenario 1. Comparado con el modelo que

mas tiempo consumié, BR-RF, donde su promedio en el escenario 1 fue de 12222 segundos.

Entendiendo que, si se considera generar en el futuro una aplicacién operativamente funcional para
alguna institucion, es necesario que se haga con la premisa de que los datasets realmente tendran
desbalance, por lo tanto, el modelo LP-SVM ha resultado con un balance eficiente entre el tiempo de

ejecucion y métricas de desempeno en la clasificacion.
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5 METODOLOGIA PARA EL TOPIC MODELING

Al igual que para la clasificacion de texto multi-etiqueta, para la comparacioén de los modelos de Zgpic
modeling se considera implementar un framework con base en las metodologfas CRISP-DM y KDD. A
continuacion, se realiza la descripcion de la metodologia implementada en esta tesis para comparar

tres técnicas de opic modeling sobre los datasets anuales de articulos cientificos.

5.1 Disefo del framework para el topic modeling

Basado en CRISP-DM y KDD, el framework consta de seis etapas principales, (1) Recuperacién de
Informacién, (2) Creacion del dataset, (3) Analisis de los datos, (4) Preprocesamiento de datos, (5)

Construcciéon del modelo y (6) Evaluacion del modelo.

Como se presenta en la Figura 5.7, en cada etapa principal se describen los métodos, técnicas y

resultados esperados durante el proceso. Las fases del framework se desarrolla a continuacion.

5.2 Recuperacion de informacion

Los datos para el zgpic modeling provienen de los mismos datasets anuales 2015-2021 generados a partir
de las exportaciones con los metadatos que Dimensions que se utilizaron en la clasificacion multi-
etiqueta. Los metadatos principales son obtenidos mediante consultas y exportaciones de archivos

.csv del portal web de Dimensions.

5.3 Creacion del Dataset

En el criterio de una aproximacion basada en metadatos, los datasets anuales contienen los siguientes
campos extraidos de la exportaciéon para cada instancia, Titulo, Resumen, ID de publicacién y las

etiquetas de clase de los 17 ODS.
Para el experimento de D'TM, se definen los criterios siguientes:

1. Unién en un solo campo de Titulo y Resumen de cada articulo cientifico.
2. 10000 muestras por afio 2015-2021 para generar un dataset de 70000 publicaciones.

3. Se adiciona la caracteristica de afio a cada muestra.

Algunos autores han utilizado las citas para detectar frentes de investigacion emergentes [32], [175],
otros han considerado los resimenes o combinaciones con palabras clave [35], [84], [176]. Sin

embargo, la tesis realiza el trabajo con titulo y resumen como [66], [177].
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Figura 5.1: Framework para el analisis comparativo de modelos para el fopic modeling.



5.4 Analisis de los datasets

El EDA para el topic modeling principalmente se basa en estadisticas de distribucion de las palabras en
los datasets. Por ejemplo, para los datasets la medida de tendencia central, como el promedio de
palabras, permite describir la distribucion de palabras de los articulos cientificos. Otra informacion
que permite reconocer una distribucion es el 7p 20 de palabras mas frecuenten en los datasets que
identifica palabras que posteriormente podrian reconocerse en alguno de los custers de topicos

generados por los modelos a comparar.

5.5 Preprocesamiento

Para el topic modeling, al igual que en la clasificacién de texto multi-etiqueta, es necesario realizar una
serie de procedimientos de NLP que permiten reducir la dimensionalidad de los datos. Son practicas
comunes de alto impacto, la limpieza de texto para remover términos comunes de bajo significado a
través de técnicas como stopwords [143], el tokenization, la division de los datasets de entrenamiento y

pruebas, asi como el feature extraction.

5.5.1 Limpieza de texto

La Figura 5.1 presenta mas las reglas aplicadas en este proyecto para el preprocesamiento en los

articulos cientificos par el 7opic modeling.

Tabla 5.1: Reglas y libreria para preprocesamiento.

Regla Libreria Python
Stopwords NLTK, Scikit-learn
Normalizar a

o textlower()
minusculas
Eliminar signos Re
Puntu.ac1ones, NITK
espacios en blanco Text.strip()
inicio y fin Stp
Sustituir. Re
contracciones

Para el topic modeling, tanto el stemming como el lemmatizing se evitarian su aplicacion. La razén principal
es que, las palabras podrian reducirse a tal grado que podrian ser irreconocibles, perder el matiz o el
sentido de la palabra en determinado contexto. Por ejemplo, en inglés la palabra caring (carifioso) al
aplicar el stemming podria cambiarlo a car (coche), llevando a una correspondencia falsa. O al aplicar
lemmatizing en la palabra caring podria ser care (cuidado) y el significado es distinto. En el caso de

LDA, [178] demuestran que después de ajustar el tamano del vocabulario, el lemmatizing no muestra
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una mejora en la coherencia y, de hecho, puede reducir la probabilidad predictiva al tiempo que

aumenta la sensibilidad a las inicializaciones aleatorias.

Para identificar el efecto de stopwords en LDA, NMF y BERTopic, se consideran hacer pruebas con
un datasets de este proyecto aplicando y sin aplicar stgpwords para reconocer el impacto de la reduccion

de texto de bajo significado.

5.5.2 Tokenization

Para LDA el tokenization se lleva a cabo a través de la libreria Gensim [179] de Python. Para el modelo
en NMF, se emplea TweetTokenizer delalibreria NLL.TK [180]. Para BERTopic, Scikit-learn aplica

el tokenization a través de Countvectorizer.

5.5.3 Feature extraction

TF-IDF da mayor peso a las palabras que son mas frecuentes en un documento, pero menos
frecuentes en el total del corpus completo. Para LDA, a través del médulo de TfidfModel de Gensim
se considera el feature extraction. Mediante el método de TfidfVectorizer de Scikit-learn en NMF,
la coleccion de articulos cientificos se transforma en una matriz de caracteristicas TF-IDF, donde cada

fila representa un articulo y cada columna representa un término unico en el corpus.

Para BERTopic, después de la fokenization, se tratar a todos los documento en una sola categoria, como
un solo documento y posteriormente se aplica TF-IDF para crear puntajes de importancia para las
palabras dentro de un grupo [22]. Al extraer las palabras mas importantes por duster, se obtiene

descripciones de tépicos (ecuacion 15):
A

Wie = tfeex log(1+ o (15)
donde, de acuerdo con [22] :
tfic es la frecuencia de la palabra/término en una clase ¢
tf: es la frecuencia de término t en todas las clases
A promedio de términos por clase
C coleccién de documentos concatenados en un solo documento para cada cluster.

Dentro de cada duster de tépicos, se empled una puntuacion TF-IDF basada en clases (c-TF-IDF)
para identificar las palabras mas representativas que resaltan el topico del grupo, segtn la singularidad

y frecuencia de las palabras.
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Por otra parte, los #-grams (principalmente bi-grams y tri-grams) permiten capturar la relaciéon entre
palabras adyacentes y pueden ayudar a brindar una imagen mas completa del topico revisado. El efecto
de bi-grams 'y tri-grams se revisa en el fopic modeling e identificar si los modelos que se compraran LDA,
NMF y BERTopic los llegan a representar en los topicos resultantes. Para la tesis bi-grams y tri-grams
ser generan para el 7opic modeling de los tres modelos a comparar LDA, NMF y BERTopic. En LDA
mediante Tfidfvectorizer de Scikit-learn se generan los n-grams. La libreria de Gensim se

implementa para los #-grams en NMF, asi como Countvecorizer para BERTopic.

5.6 Construccion de modelos

Como una etapa del framework propuesto para la comparativa de tres modelos para le zopic modeling, a

continuacion, se describen los criterios en parametros de algoritmos y librerfas.

5.6.1 Topic modeling

Para cada algoritmo el proceso de comparar LDA, NMF y BERTopic se deben de identificar criterios
y parametros de cada algoritmo con la finalidad de crear escenarios lo mas generalizados posibles. Por
ello, en el caso de parametros e hyperparameters, se ha considerado implementar los algoritmos con la
mayor cantidad que se posible de valores predeterminados. El uso de valores predeterminados busca
la optimizacién de los modelos, la generalizaciéon de criterios, la generacion de rendimientos
sistematicos y de la busqueda de consistencia. La Tabla 5.2 resume las definiciones y las librerfas para

la creacién de los modelos.

Tabla 5.2: Librerias y criterios para construir los modelos para el comparativo de opic modeling.

. , . o Val d ¥
Modelo Libreria y médulos Criterio aores e Nuryne.ro de
parametros Topicos
gensim.models Phrases Bz}gmmr
Tri-grams
LDA gensim.corpora.Dictionary Diccionario
Gensim. models.TfidfModel TF-IDF
. . Algoritmo
ensim.models.LdaMulticore
g LDA
. Bi-grams
gensim.models.Phrases Tri-grams Todo los
gensim.corpora.Dictionary Diccionario demas
TNMF sklearn.feature extraction.text TEIDF parametros con 15
TfidfVectorizer ) el valor
- Algoritmo predeterminado
sklearn.decomposition NMF
P NMF
sklearn.feature extraction.text .
. - . Bi-grams
import CountVectorizer :
Tri-grams
BERTopic sentence transformers import Word
SentenceTransformer E /0;,;1.
‘all-MiniLM-L6-v2’ ~oeaang

77



. HDBSCAN,
Clustering
K-means
Reducciéon de dimensionalidad UMAP

Los bi-grams y tri-grams son componentes en el zopic modeling que ayudan a capturar relaciones mas
matizadas y complejas entre las palabras de un texto. Para el zopic modeling, los n-grams incrementan la
posibilidad de reconocer términos latentes que generen un mejor contexto y coherencia de los topicos.
Sin embargo, el costo computacional y de eficiencia que pueden provocar los #-grams deberan de

tomarse en cuenta [111].

SBERT, UMAP, HDBSCAN, Countvectorizer y c-TF-IDF se ejecutan con sus valores
predeterminados. Después del entrenamiento, BERTopic ofrece una serie de herramientas que
permiten analizar los resultados del Zgpic modeling con diferentes visualizaciones, y algunas de ellas se
consideran para el analisis de resultados de la tesis como, el mapa de distancia entre tépicos, graficos
de barras de tépicos, documentos dentro de los topicos, jerarquia de topicos, similitud de topicos y el

modelado dinamico de tépicos.
5.6.2 Construccién para el Dynamic Topic Modeling (DTM)

La implementacion del DTM a través de BERTopic busca calcular la representacion del topico en
cada paso de tiempo aprovechando el modelo generado. Para el dataset creado con este propdsito
contiene instancias de todos los afios 2015-2021 y agrega como caracteristica adicional a cada instancia

su afio de publicacion.

De acuerdo con los parametros de D'TM en BERTopic, el ajuste evolutivo de las representaciones de
topicos en un paso de tiempo determinado se alcanza calculando el promedio de su representacion c-
TF-IDF con la del paso de tiempo anterior (t-1). Esta técnica se aplica a todas las representaciones de
topicos, lo que les permite evolucionar dinamicamente en el tiempo mediante se aplica con la funcién

topics over timey con el parametro evolution tuning=True.

5.7 Evaluacion de modelos

La métrica de Coherencia mide la similitud promedio entre las palabras principales en un tépico con
los pesos mas altos, es decir, la distancia relativa entre las palabras principales [66]. Para los modelos
LDA, NMF y BERTopic, la librerfa Gensim [179] provee el médulo de CoherenceModel donde se

configura el valor de coberence para ¢_npmi y u_mass.

Para este proyecto, una forma de evaluar la calidad de los tépicos generados por los modelos a
comparar es mediante el conteo de bz-grams'y tri-grams, los cuales se presentan en los listados de tépicos
de cada modelo. Entre mas b~y tri-grams se presenten en los tépicos, mas enriquecidos de informacion

y de mayor calidad se consideran los topicos.
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5.8 Capacidades de computo

Asi como en la comparativa de modelos de clasificacion, el criterio de utilizar computo de capacidades

basicas también queda establecido para el Zgpzc modeling con el objetivo de evaluar pertinencia.

La capacidad de computo utilizada para el zopic modeling con los modelos LDA y NMF se implement6
a través de Google Colab Pro+ equipado con procesador Intel(R) Xeon(R) @ 2.20GHz, 51GB de

memoria RAM y programacion en Python 3 Google Compute.

Ante la necesidad de procesamiento del tipo GPU para BERTopic, las caracteristicas de computo
especializado seran capacidades basicas comparadas con infraestructuras de computacion de alto
rendimiento (High-Performance Computing, HPC) que hoy en dia soportan a la Al y el llamado Bzg Data.
El trabajo es soportado en Google Colab Pro+ equipado con GPU NVIDIA-SMI 460.32.03, Version
del controlador: 460.32.03, Version CUDA: 11.2, 51GB de memoria RAM y programacion en Python
3 Google Compute.
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6 RESULTADOS Y DISCUSION DEL TOPIC MODELING

En esta seccién se presentan los resultados de los diferentes estudios realizados para la comparativa
de clasificadores de textos multi-etiqueta en esta tesis doctoral. Cabe sefialar que en el cumplimiento
del Objetivo 1, se han realizado experimentos para evaluar desempefios en diferentes algoritmos sobre

dos temas relevantes:

1. El comportamiento de los algoritmos de clasificacion de texto multi-etiqueta ante dafasets con
caracteristicas de balanceo diferenciadas.

2. Sila métrica de coherencia en #opic modeling permitiria reconocer al mejor modelo.

Para lo anterior, se ha centrado en un solo contexto con la creacion de un dafaset confiable de articulos

cientificos en agricultura organica alineados a los ODS de la Agenda 2030 de la ONU.

6.1 Creacion del dataset

Por el periodo en que se hizo la coleccion, la base de datos contiene articulos cientificos de enero de
2015 a diciembre de 2021. Dimensions ha sido la base de datos para la coleccion de articulos cientificos
con base de conocimiento en agricultura organica. Los criterios para la seleccion de articulos se

presentan en Tabla 6.1

Tabla 6.1: Caracteristicas de los datasets para el topic modeling.

Elemento Filtro
Tipo Articulo y revista de pre-impresion
. . Capitulos, Procedimiento, Libro Editado,
Exclusiones en Tipo ,
Monografia
Idioma Inglés
Periodo Enero 2015 - Diciembre 2021
Categorias de 17 ODS
investigacion
Tgtal,de Articulos 247934
Cientificos

Al igual que en la clasificacion de textos multi-etiqueta, para esta parte investigaciéon se consolidé
como texto principal la unién de titulo y resumen, de tal manera que se genera un solo campo de texto

del dataset.

El periodo se selecciona en base en la Agenda 2030 para el Desarrollo Sostenible con la definicién de
objetivos publicada por Naciones Unidas (Naciones Unidas, 2015). L.a Tabla 3.2 enumera las 17
etiquetas de los ODS de la Agenda 2030 de la ONU.

Para esta investigacion se considero la creacion de 8 datasets descritos en la Tabla 6.2. Siete de ellos

relativos a los articulos de agricultura organica colectados de los afios de 2015 a 2021. Por la capacidad
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de computo con la que se contd para las pruebas, el dataset condensado 2015-2021 fue creado con

seleccion aleatoria de 10000 articulos por afio.

Tabla 6.2: Datasets para el topic modeling.

Ao Articulos Nombre de los Dominio Observaciones
metadatos

2015 23681 Datasets se realizaron con 20 variables:
ID de publicacion,

2016 27068 Fusion de Titulo con Resumen y
17 columnas de ODS en valor binatio (0/1)

2017 29180 Titulo y Agticultura | Todos los articulos con al menos una

2018 32817 Resumen Otgénica | etiqueta de los ODS

;8;3 iig?i Archivos .csv

2021 49709 ID tnico por instancia

2015-2021 70000

6.2 Preprocesamiento

Previo al tgpic modeling, el proceso de preprocesamiento permiti6 la reduccion en titulo y resumen de

palabras en que generatfan ruido (noise words) tales como: 4, 3, 1%, &, ¢, 4, %, ¢, A, ®.

> D

Adicionalmente, se eliminaron palabras que podrian considerarse dentro de los topicos por su
frecuencia, como los articulos (el, la los, las, por ejemplo), preposiciones, entre otras. Estas palabras
se eliminan mediante la aplicacion del llamado stopwords. La librerfa NLTK tiene stopwords
predeterminadas. Con base en la revision de los Titulos y Resimenes se agregaron palabras a eliminar
como: ha, km, Kg, kg, yr, km®. Igualmente, mediante la libreria Re, se aplicé una normalizacién a

minusculas del texto para estandarizar todas las palabras.

6.2.1 Resultados sin aplicar stopwords para LDA, NMF y BERTopic

Con el dataset de 2016 con 27154 instancias, se realizo el ejercicio aplicando y sin aplicar stgpwords para
reconocer el efecto en el 7pic modeling. Las Tabla 6.4 presenta el efecto en LDA y
Tabla 6.5 en BERTopic. Muestras de topicos de NMF con y sin aplicar stgpwords se presentan en la

Tabla 6.5. En los tres modelos es evidente el efecto negativo al no aplicar stopwords.
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Tabla 6.3: Muestra de topicos con y sin aplicar stopwords en el dataset 2016 con LDA.

LDA
Muestra de topicos de 2016 Muestra de topicos de 2016
sin aplicar stopwords aplicando stopwords
1 2 3 1 2 3
de en ac farmers energy soil
la el ae_aegypti households solar water
offspring que hong household drying emissions
en los hong kong smallholder oil production
sex cst kong insurance power organic
el bypass chikv otg heat crop
females las citizenship livestock materials biomass
male del ac_albopictus nepal electric carbon
female para apps income thermal yield
males se sb doi olysis microbial

Tabla 6.4: Muestra de resultados de tépicos con BERTopic con y sin aplicar stgpwords en el dataset 2010.

BERTopic
Muestra de topicos de 2016 Muestra de topicos de 2016
sin aplicar stopwords aplicando stopwords
1 2 3 1 2 3
and poverty the species energy city
on inequality transport fisheries sdgs air pollution
in the this mortality management 4 STl quality
evelopment goals
species aid wildlife coral water nexus concentrations
be and job crossing population use china
climate in the as areas systems mortality
study study is study poverty ambient
food as study data agenda study
change . job . vebi.cle conservation wastewater particles
satisfaction collisions
these between of road size millennium traffic

Tabla 6.5: Muestra de resultados de tépicos con NMF con vy sin aplicar stopwords en el dataset 2016.

NMF
Muestra de topicos de 2016 Muestra de topicos de 2016
sin aplicar stopwords aplicando stopwords
1 2 3 1 2 3
b global . . . .
ut the the large . conservation habitat diversity
warming

but it compared | government children nutritional underweight
agent coma;are d majority temperature heat winter
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in general domains upper plant protein genes
. . contribute . .
morbidity in both to climate scenarios drought
the physical spatially been food food production diet
. . _— water
region divided moreover water drinking
management
. . . organic
student the life good soil nitrogen 8
carbon
the of
S . we analyzed energy solar paper
sustainability | vegetation
the years properties | urban and urban spaces infrastructure

6.3 Analisis Exploratorio del Dataset para el Topic Modeling

El EDA, permite revelar una verdad basica sobre el contenido de los datos sin hacer suposiciones

profundas. Elementos importantes como el analisis estadistico y la visualizacién de los datos permiten

enfocarse en el elemento primordial del EDA, los datos. A continuacion, se desarrolla el EDA para

los datasets del topic modeling. 1.a Tabla 6.6 muestra caracteristicas de palabras y cantidad de articulos de

los datasets del proyecto de topic modeling.

Tabla 6.6: Estadisticas de los datasets para el topic modeling.

Ao Articulos Conte de pa.labras Palabras unicas
(promedio)

2015 23681 139.43 81205

2016 27068 143.27 93846

2017 29180 143.49 95421

2018 32817 145.26 102694

2019 38865 148.06 113594

2020 45914 150.58 123319

2021 49709 155.49 127440
2015-2021 70000 151.31 123642

6.3.1 Dataset condensado 2015-2021

Este conjunto fue creado con 10000 articulos por afio (de 2015 a 2021), con el objetivo de descubrir

la estructura tematica cambiante de los articulos cientificos a lo largo del tiempo mediante la técnica

no supervisada de la dinamica de topicos (DTM).

Teniendo en cuenta las etiquetas de los ODS, todos los datasets tienen una distribucion de etiquetas

desequilibrada. La Figura 6.7 muestra las distribuciones de etiquetas ODS para el dataset condensado

con 70000 articulos.
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2015-2021 Dataset with 17 SDG Labels
16689

Number of Articles

Figura 6.1: Distribucién con respecto a las 17 etiquetas ODS del dataset condensado para el periodo 2015-
2021.

La Figura 6.2 muestra el dataset condensado con una distribucién normalizada del numero de palabras
titulo y resumen por articulo. La Figura 6.3 presenta las 20 palabras principales con mayor ocurrencia
en el dataset condensado, que es un ejercicio de reconocimiento y referencia para los resultados de los
tépicos.
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Numero de articulos
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0 100 200 300 400 500
Conteo de palabras

Figura 6.2: Conteo de palabras en datase condensado 2015-2021.
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Figura 6.3: Top 20 de frecuencia de palabras del dataset condensado 2015-2021.

6.3.2 Numero de topicos

A través del algoritmo NMF en Gensim, se realiz6 el procedimiento para obtener la mejor cantidad
de tépicos a través de la puntuacion de coherencia. La librerfa CoherenceModel fue aplicada para
la evaluacion de modelos de tépicos para obtener la cantidad de tépicos con la puntuacién de
coherencia mas alta. El c6digo se aplic a los 7 datasets anuales y al dataset condensado. Las pruebas se

realizaron a partir de 5 topicos hasta 75 con intervalos de 5.

LLa Figura 6.4 presenta los resultados de siete datasets anuales y el condensado 2015-2021 que reportan
15 topicos como valor maximo en la evaluaciéon de Coherencia. Con base en lo anterior, y
considerando que, para una evaluacion humana cualitativa, es factible un analisis de coherencia con
15 topicos. Por estas razones, el nimero de tépicos en los modelos fue de 15 con 20 palabras cada

uno.
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Figura 6.4: Resultados de nimero de topicos.

6.3.3 Meétrica de Coherencia de Topic modeling

Como se describe en la seccion 3, NPMI es una métrica normalizada donde una puntuacién de -1
indica la ausencia de cualquier co-ocurrencia, mientras que una puntuacion de 0 sugiere independencia

entre las dos palabras.

Los resultados de los experimentos presentan a BERTopic con las puntuaciones mas altas en NPMI,
lo que confirma que BERTopic (min. 0.1165 y max. 0.1634) produjo una mejor coherencia de topicos
con respecto a LDA y NMF (Figura 6.5). Cabe sefialar que NMF mantuvo un comportamiento
constante (min. 0.0371 y max. 0.0569) en los diferentes datasets, sin embargo, con valores mas bajos
que BERTopic. LDA incluso presento resultados negativos (min. -0.1206 y max. -0.0173). Los valores
negativos de LDA pueden ser indicativos de una falta de ajuste del modelo o de una mala eleccioén de
parametros. Por ello, se confirma que LDA requiere mas atenciéon en parametros del modelo y que
los valores predeterminados no son suficientes. Si bien el comportamiento de LDA de algunos picos
es mas semejante al de BERTopic que al de NMF como se observa en la Figura 6.5, los resultados de
LDA son los peores en comparacion con los otros dos métodos. Por lo anterior, se considera que los
valores predeterminados de los hyperparameters para LDA fueron insuficientes para un buen
desempefio. Lo anterior, confirma lo presentado por Egger y Yu [141], donde confirma que los

hyperparameters de LDA necesitan ser ajustados cuidadosamente.
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Figura 6.5: Resultado de coherencia NPMI datases anuales y condensado 2015-2021.

6.3.4 Clasificacion multi-clase en dataset condensado.

Una vez obtenidos los 15 tépicos para cada uno de los tres modelos (LDA, NMF y BERTopic) del
dataset condensado, se aplica la distribucion del topico para cada documento del dafaset creando una
columna con el tépico mas adecuado de acuerdo con los valores de las palabras en el tépico. Lo
anterior, pata crear tres datasets de 15 clases/topicos para evaluar los resultados del zopic modeling. La
Tabla 6.7 representa una muestra de los datasets multi-clase cuyas etiquetas son la clase: nimero de
topico.

Tabla 6.7: Muestra del dataset resultado del modelo BERTopic con la clase Numero de Tépico.

Namero

Index Titulo + Resimen de Tépico

assessing interactions cnging climate i forests pp forests iencing si cnges climate disturbance regimes management
affect ecosystem function climate cnge shifting ranges altering forest pfoductlwry disturbance regimes cnging potential novel interactions disturbance types areas forest
0 practices intensifying areas lower impact ecological methods d interactions cnging factors likely alter ecosystem structure function regional continental scales macrosystems 14

pproach essential i impacts cnges quantify cross scale i { pattemns promising line analysis assimilation data models
scale Y generate projections based ios analyses project ize range future variability forest function provide information guide
policy industry science cnging world
human rabies neglected preventable disease nigeria bac round objectives adequate surveillance monitoring dog bite incidents veritable !ools detennmanon epidemiology human
rabies infections paucity data regards rabies nigeria study aimed describing pattern outcomes dog bites rabies infections patients y nigeria teaching hospital ituku
ozalla enugu subjects methods year january observational ive study case definition rabies based icd criteria relevant clinical data rslnaved individual folders
1 registered victims using semi structured questionnaire data analyzed using spss version level statistical significance set p results total cases dog bites reported period review 6
confirmed rabies ninety cases presented h bites majority offending dogs stray dogs attacked victims unprovoked cases furthermore bites dogs unknown history rabies vaccination
case fatality rate conclusions cases rabies reported result bites stray dogs unknown history rabies vaccinations outcome fatality cases eﬁorts create strengthen awareness

igns control rabies infecti le dog ip including regular vaccinations provision prompt human cases dog bites levels health care

biogas production digestion selected agricultural wastes nigeria fear depletion fossil fuels attendant ecological effects high cost renewable energy technology nigeria triggered need
develop alternative sources energy biogas production slurry mixture agro waste feed stocks plantain peel rice husk pp rh banana peel plantain peel bp pp banana peel rice husk bp
rh ratio digested locally fabricated digesters | capacity i run days i content biogas generation organic matter mineral content digested undi gested agro
waste materials proximate composition showed banana peel highest moisture rice husk highest content ash crude protein volatile solids weekly cumulative biogas generation
increased bp pp sample pp rh sample weeks experimental room temperature range oc oc sample pp rh generated highest volume gas biogas metne compared bp rh bp pp samples
case volume gas production decreased week biogas metne gases ions digested undi mixture waste samples atomic absorption spectrophotometer aas
flame photometry shamed dlgested samples higher contents nutritional elements undlgested samples mineral elements ranged mg g undigested rice husk mg g digested banana
peel samples fi wastes generate biogas sludge agri | value offers al ternative efficient method agri wastes energy nigeria

barn owl pellets aves tyto furcata reveal higher mammalian richness restinga ji iba national park brazil northern coast state rio janeiro rbors largest coastal sandy
plains restingas brazil severely recent human ion context mammal inventories urgent support biodiversity conservation policies paper
aims update knowledge mammalian species richness restinga jurubatiba national park analyzing pellets barn owl tyto furcata analyses ian bone individual
revealed occurrence species belonging orders rodentia spp didelphimorphia spp chiroptera spp rodents mus goytaca total i preyed 4
suggesting bam owl hunts disturbed natural open shrub formations compilation previous records provided present study indicates species restinga |
national park exclusively detected pellets new records include species adapted open formations interior brazil previously reported restingas basis voucher specimens rodents
necromys lasiurus calomys tener recorded time littoral rio janeiro state study underscores importance owl pellet analysis complementary indispensable method inventorying
results highlight restinga j iba national park restingas brazil highest number mammal species
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Si bien los algoritmos de #pic modeling se configuraron para generar 15 tépicos, LDA es el modelo que
asigné solo 10 tépicos como etiquetas a los documentos de la base de datos condensada 2015-2021.
La distribucion a través de LDA son el dataset mas desequilibrado de la clasificaciéon multi-clase (Figura
6.6). BERTopic esta configurado para utilizar HDBSCAN por defecto en el proceso de clustering.
HDBSCAN puede encontrar grupos de diferentes formas y tiene la funcién de aislar valores atipicos
(outliers) cuando sea posible. Los valores atipicos con HDBSACN estan en el topico -1 en BERTopic
(Tabla 6.8). Por lo tanto, este topico no se considera para la clasificacion multi-clase. Sin embargo,
para considerar la distribuciéon de un tépico a todos los documentos del dataser 2015-2021, se ha
implementado un experimento con BERTopic con el método de agrupacion K-means. La Tabla 6.10y
la Figura 6.6 muestran las distribuciones de topicos considerados para la evaluacion de la clasificacion

multi-clase.

Tabla 6.8: Resultados de BERTopic con el algoritmo de agrupamiento HDBSCAN.

, . Numero de
Numero de To6pico Asticulos

Topic -1 (Outliers) 58600
Topicol 1740
Tépico 2 949
Tépico 3 915
Tépico 4 859
Tépico 5 844
Tépico 6 785
Tépico 7 776
Topico 8 662
Topico 9 645
Tépico 10 605
Topico 11 577
Topico 12 534
Topico 13 523
Topico 14 500
Topico 15 486

Tabla 6.9: Redistribucion los tépicos como etiquetas de clase en el dataset condesado 2015-2021.

Modelo Instancias Topicos
LDA 70000 10
NMF 70000 15
BERTopic HDBSCAN 11400 15
BERTopic K-means 70000 15

Tabla 6.10: Distribucion de las etiquetas de clase con respecto a las instancias dataser condesado 2015-2021.

, Numero de Articulos con etiqueta de topico

Numero de P p

Tépico BERTopic BERTopic LDA NMFE
HDBSCAN K-means

Topic -1 (Outliers) 58600 | - | | e

Topicol 1740 6380 1898 6906

Tépico 2 949 5113 15656 5663

Topico 3 915 7474 8 2878
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Tépico 4 859 4745 272 5237
Tépico 5 844 5120 3956 3873
Tépico 6 785 5261 3732 3240
Tépico 7 776 6277 63 5072
Tépico 8 662 5649 7450 2554
Tépico 9 645 5235 7552 3785
Tépico 10 605 3574 29413 7652
Tépico 11 577 3537 | - 3554
Tépico 12 534 4035 | - 9386
Tépico 13 523 1319 | - 2470
Tépico 14 500 3512 | - 2331
Tépico 15 486 2769 | - 5399
2015-2021 LDA distribucion de tdpicos en conjunto de datos (70,000 instancias) 2015-2021 NMF distribucién de topicos en conjunto de datos (70 000 instancias)
E 15656 é
£ £
= 7552 2 II I I 2ATONE 2331
ucll . - HNE ll I
co’\« o‘l eo, \‘9’\ “o% &g S v : 2 > ‘9 o'b c° (9 (9(»
& & & & § & ¢ & & /\b‘* & & 8 «v“ «b“ & @Q & ,\bq @Q /\bq bq*
2015-2021 BERTopic con HDBSCAN distribucion de tépicos(11,400 instancias) 2015-2021 BERTopic con K-means distribucién de tépicos (70,000 instancias)
_% g 4745
g IIIIIIIII § III II
I I I I I 0’\ r:
«bq\b «\9 «’°° «bQ «"Q «bQ &’0“ «bQ «b“ 49 'oQ bQ & «b‘i‘g ,\bQ «b& «b“ &bQ «b" «‘9 «b‘* f\bq & «b& b‘? «b" /\b‘? /\bQ /\bQ ,\bQ

Figura 6.6: Distribucién de etiquetas de topicos en el dataset de articulos cientificos 2015-2021 de cada

modelo para su entrenamiento y pruebas de clasificacién multi-clase.

Los resultados para la clasificacion multi-clase a través del modelo SVM con LP se muestran en la
Figura 6.7. El modelo de BERTopic con HDBSCAN (dataset con 11400 instancias) presenté el mejor
resultado en F7-score con 97% y Hamming loss con 0.004. Sin embargo, LDA presento los segundos
mejores resultados para la clasificacion, incluso con la distribucion de etiquetas de datasets mas

desequilibrada.

BERTopic obtuvo los valores mas bajos con un umbral de 0.00001. Estos resultados se consideran
aceptables: 82% para F1-score y 0.024 en Hamming loss, 1o que permite considerar que la redistribucion

de tépicos atipicos que se realizé con el peor método, por lo tanto, tiene posibilidades de mejora.
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Figura 6.7: Grafica de F'7-score microy Hamming loss de la clasificaciéon multi-clase con algoritmo SVM-LP.

6.3.5 Analisis de topicos

Las Tabla 6.11, Tabla 6.12 y la Tabla 6.13 presentan los resultados de LDA, NMF y BERTopic

respectivamente, con 15 topicos obtenidos aplicando bi-grams 'y tri-grams, al dataset condensado 2015-

2021 de 70000 instancias.
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La repeticion de palabras (principalmente plural y singular en el mismo topico), si bien puede

considerarse una forma de confirmar coherencia del topico, en realidad esta demostrando falta de

diversidad en los topicos, mas aun silo que se busca es descubrir tendencias cientificas. Por lo anterior,

la repeticién de palabras se considera una afectacion en la calidad de los resultados del modelo. Al ser

15 tépicos de 20 palabras cada uno, el universo de los resultados es de 300 palabras. LDA y NMF

involucran el 13% de sus resultados en palabras repetidas o semejantes Tabla 6.14.

Lo anterior, con fundamento en que, a mayor variedad de palabras manteniendo coherencia dentro

de los topicos, mas enriquecedor son los resultados. La Tabla 6.14 exhibe que BERTopic no presento

palabras en plural, sélo en el tépico 14 considera como palabras semejantes SUPPLY CHAIN

MANAGEMENT y CHAIN MANAGEMENT.

Tabla 6.14: Palabras repetidas en los modelos.

LDA NMF BERTopic
” Numero Numero Numero
de Conceptos de Conceptos de Conceptos
Topico Topico Topico
1 1 CHILD-CHILDREN 1 SOIL-SOILS
2 FOREST-FORESTS 5 PLANT-PLANTS
3 3 TREE-TREES HIGH-HIGHER
CHANGE-
4 AREA-AREAS 5 CHANGES
ENVIROMENTAL-
5 4 FARM-FARMS 6 ENVIROMENT
6 5 CITY- CITIES AREA-AREAS
7 7 SOIL-SOILS 7 CITY-CITIES
CHANGE-
8 CHANGES USING-USED
POPULATION-
9 8 POPULATIONS 8 SYSTEM-SYSTEMS
10 MODEL-MODELS Egggggﬁs
9 COMMUNTTY. SUPPLY CHAIN
. ) MANAGEMENT-
1 PLANT-PLANTS COMMUNITIES 14 NCHAIN N
12 9 F%ig?é;; ;EGI 10 EFFECT-EFFECTS MANAGEMENT
13 BACTERIA 11 FOREST-FORESTS
14 CORAL-CORALS TREE-TREES
SAUDI-
11 TEMPERATURE-
15 SAUID_ARABIA-
ARABIA TEMPERATURES
16 DISEASE- 12 EMISSION-
13 DISEASES EMISSIONS
17 INFECTION- INCREASE-
INFECTIONS INCREASED
FISHERS-FISHERY-
18 14 FISHERIES 1 MODEL-MODELS
19 15 SHARK-SHARKS USING-USED
20 14 SUSTAINABLE-
_____________ SUSTAINABILITY

Tabla 6.15: Cantidad de bi-grams y tri-grams que aparecen en los tépicos de cada modelo.
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Modelo Bi-grams Tri-grams
LDA 19 0
NMF 1 0

BERTopic 19 3

En la lista de topicos de BERTopic (Tabla 6.13) aparece con palabras 19 bi-gramsy 3 tri-grams. La Tabla
6.15 presenta la comparativa completa de bi-gramsy tri-grams entre BERTopic, LDA y NMF. Lo anterior
permite confirmar que, a mayor complejidad en la estructura del lenguaje, mejores resultados se
tendrifan con BERTopic. Los bi-grams y tri-grams al capturar la relacion entre palabras adyacentes
brindan una descripcion mas completa del topico generado. En BERTopic, los bigrams y tri-grams
permiten una mayor comprension del contexto y el significado del texto y tener mayor precision en la
identificacién mas coherente de los topicos. Por ello, BERTopic presenta los resultados con mayor
pertinencia con relacioén a palabras no repetidas, mayor riqueza al capturar la relacion entre palabras

adyacentes, una mayor coherencia y un mayor valor léxico de topicos.

Los tépicos del modelo NMF (Tabla 6.12) se consideran resultados mas coherentes en los topicos, en
comparacion con los de LDA (Tabla 6.11). LDA present6 los topicos con peor coherencia. Una
muestra de la poca coherencia en la creacion y agrupacion de topicos por LDA se presenta en la Tabla
6.16, con el tépico 10 (DOIL, HTTPS, SLAG, MOSCOW, CERAMIC, entre otras) y topico 15, con palabras
con un vinculo cuestionable o débil, tales como, METABARCODING, HTTPS_DOI, ORG, SHARKS,

ALTERNIFLORA, entre otras.

Tabla 6.16: Muestra de la poca coherencia con relacién a la agricultura organica de los topicos 10 y 15 del
modelo LDA en el dataset condensado 2015-2021.

LDA
Toépico 10 Topico 15
ES HG
DAN METABARCODING
DOI PAHS
HTTPS SHARK
ESV TIO
ORG ALTERNIFLORA
SLAG HTTPS_DOI
YANG HTTPS
CE MERCURY
BIOCULTURAL BYCATCH
MOSCOW DOI
GENTRIFICATION ORG
CERAMIC TILAPIA
PEROVSKITE | PHOTOCATALYTIC
DIC WATERFRONT
PENELITTAN SHARKS
MALI ECOLOGY_SOCIETY]
FOG RW
GHATS SPARTINA
DALAM FLUIDIZED
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6.4 Modelado Dinamico de Tépicos (DTM)

Para esta tesis se implementé el DTM considerandolos beneficios de los actuales modelos ebedding a
través de BERTopic, para evaluar las tendencias de frecuencia de los topicos para el dataser condensado
2015-2021 de 70000 articulos. Para una mejor revision del comportamiento de los topicos durante el
periodo de analisis 2015-2021, se ha definido agruparlos en tres tipos: topicos de actualidad (o fopics),

de tendencia a la baja (co/d topics) y estables.
6.4.1 Tendencias de Topicos

Los hot topics se refieren a los topicos que tienen un incremento en su frecuencia durante el periodo.
Como se observa en la Figura 6.8, los resultados demuestran que los tépicos 4 (energfa, organico,
aplicaciones, entre otros), 5 (ciudad, espacios, planificacién), 8 (estrés, suelo, AMF, rizosfera) y 13
(suministro, rendimiento, gestion de la cadena de suministro) presentaron los mas evidentes
crecimientos en frecuencia, permitiendo reconocer de palabras o frases que se han vuelto mas
frecuentes durante el perfodo (Figura 6.8). Los resultados podrian estar marcando un interés creciente
en los procesos de consolidacién de la agricultura organica como la produccién, las cadenas de
suministro y el consumo (tépico 13). Las iniciativas de ciudades verdes con agricultura urbana podrian
interpretarse con el crecimiento del topico 5. Las aplicaciones y dispositivos aplicados a la energia y
su eficiencia marcan el topico de creciente interés en el topico 4, y las interacciones planta-suelo-

microorganismos se consideran como topicos de creciente interés (topico 8).

Por otra parte, los cold topies son aquellos cuya frecuencia disminuye a medida que transcurre el tiempo
(Figura 6.9). Los topicos 3 (nifios, violencia, estudio, mujeres), 6 de conservacion en pesquerias (pesca,
manejo, especies, conservacion, proteccion marina), 9 elementos de cambio climatico (clima, niveles
del mar, registros, lago, hielo marino), 11 energfas renovables (solar, viento, eficiencia, energfas
renovables, potencia) y 14 gestion del agua (suministro y manejo del agua, desarrollo, rio, demanda,
suministro) presentaron una disminucion sostenible a través de los afios. A partir de los resultados se
infiere que en este periodo se han reducido los intereses de investigacion de la agricultura organica, en
tematicas relacionados con el agua, oferta y la demanda (14), marina o pesquera (6 y 9) y energias

limpias (11).
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Figura 6.9: Co/d topics donde se disminuyen su frecuencia de mencién de 2015 a 2021.
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Los topicos nombrados estables (stable fopics) describen a tépicos cuya frecuencia de aparicién

permanece relativamente constante. Los topicos 2, 7, 10, 12y 15 se clasificaron como tépicos estables

(Figura 6.10). Se puede considerar una combinacion de cold y hot topics, por ejemplo: tratamientos de

cultivos (2, 12), enfermedades (7) o clima (15).
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El tépico 1 se considera atipico por su considerable caida de frecuencia en 2016 (Figura 6.7).

Revisando las 6 palabras principales en el tépico 1 (aprendizaje, estudiantes, ciencia, profesores,

idioma, escuela), se puede definir como un tépico de educacion. Cuando se examina la distribucion

de articulos con etiquetas ODS 4 (Educacién de calidad), se puede inferir que esta distribucion atipica

de topicos tiene sentido y se valida porque el tépico 1 y la etiqueta ODS4 tienen el mismo

comportamiento de distribucién.
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Figura 6.11: Similitud de distribucion entre los articulos etiquetados con ODS 4 (graficos a la izquierda) de

los datasets anuales 2015-2021 y la distribucion de los topicos del ¢ustering 1 con BERTopic (grafico de la

derecha) del dataset condensado 2015-2021. Ambos relacionados con la tematica de educacion.

Sin embargo, existen mas sincronfas entre las distribuciones de los tépicos y los ODS. Por ejemplo,

la Figura 6.12 presenta que la coincidencia entre la distribucion de articulos con la clase ODS3 Buena

Salud y Bienestar de 2015 a 2021, con la frecuencia del topico 7 cuyas palabras se refieren a

enfermedades o salud (Aedes, Transmission, Zika, Fever, entre otras) en el mismo periodo. ODS11

de Ciudades y comunidades Sustentables coincide tanto en tematica como en frecuencia con el topico

5 (Ciudad, Espacios, Planificacion, Areas, Verde Utbano, Espacios Verdes, entre otras). ODS7,

Energia Asequible y Limpia, se comporta en su distribucion y tematica semejante al Tépico 11 (Solar,

Energia Renovable, Potencia, Viento, entre otras). ODS12, Producciéon y Consumo Responsable y el

Topico 13 (Suministro, Desempefio, Cadena de Suministro, Sustentable, Gestién, entre otras)

presentaron coincidencias. Es decir, 5 de los 15 T'épicos tiene coincidencia directa en tematica y en el

comportamiento de distribucion de 2015 a 2021.
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Figura 6.12: Cuatro sincronias entre la distribucién de articulos etiquetados con ODS 3,7,11 y 12
(graficos a la izquierda) y los tépicos 5,7,11, y 13 BERTopic (graficos de la derecha). La columna de la
izquierda toma los articulos de los datasets anuales 2015-2021, mientras los tépicos de las graficas de la

derecha son con el dataset condensado 2015-2021 que es la suma de 10000 articulos por afio.

6.5 Discusion

La calidad de una herramienta de IA, y el valor que puede aportar a una organizacién, esta habilitada
por la calidad integral de los datos utilizados para entrenarla y validarla. Para la tarea de Zopic modeling y
mas adn, para el reconocimiento de tendencias a través de DTM, una mala calidad de los datos es

relevante. En Al el concepto de verdad fundamental (ground truth) se refiere a los datos en los datasets
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de entrenamiento que le enseflan a un algoritmo cémo llegar a un resultado previsto. La verdad
fundamental supone la respuesta pertinente al problema de predicciéon que la herramienta esta
aprendiendo a resolver. Por tal motivo, este dataset sera el estandar con el que se mida la precision de

las predicciones del modelo.

Para el caso del 7opic modeling 1a naturaleza de los datasets, los anuales y el condensado, con desbalanceo
con respecto a los 17 ODS, se considera inherente a las caracteristicas del dominio de agricultura
organica donde tiene mas influencia en unos tépicos que otros. Por lo tanto, realizar oversampling nunca
fue una opcién porque provocaria una afectacion en la verdad fundamental y sus caracteristicas

originales de nuestros datasets.

Las pruebas confirman que criterios tan elementales en el preprocesamiento, como el uso de los
stopwords, requieren de una atencién especial para el caso del idioma inglés. Con criterios de
preprocesamiento bien definidos es posible mejorar el desempenfio y el resultado de los tépicos en los

tres modelos comparados LDA, NMF y BERTopic.

Dentro del alcance de esta tesis, en la evaluacion de los tépicos en NMF y BERTopic, revelan poca
dispersion de resultados en sus tépicos. Por el contrario, LDA presenta una dispersion de resultados
considerable y, por lo tanto, su aplicacion requirid ejecutarse repetidamente con el mismo dataset para
confirmar que los resultados son dispersos por el modelo y no por mal disefio en el algoritmo o el
dataset. Caracteristicas de dispersion en NMF y LDA también se le presentaron a [181] con Wikipedia

como dataset.

Las métricas para evaluar el desempefo del #pic modeling carecen de un consenso generalizado, algo
que si se tiene en las métricas de desempefio de clasificacion de texto, y que podrtia convertirse en un
problema de validacién de los modelos. Sin embargo, esta tesis ha encontrado pertinente la evaluacion
a través de NPMI porque tiene una fuerte correlacion con los juicios humanos de coherencia en
muchos casos [182]. Adicionalmente, ante la busqueda de modelos de bajo consumo de computo
desde la clasificacion multi-etiqueta, hasta el zopic modelingy NPMI resulta pertinente por su bajo

consumo de computo.

Los resultados de LDA, tanto en la métrica NPMI, como en el analisis cualitativo de la revision de los
listados de topicos, lo confirman como el de mas bajo desempefio de los tres modelos. Al igual que
con [141], LDA gener6 topicos que se evaluaron piezas de informacién irrelevantes o de caracter
universal. Se considera que, para mejora los malos resultados de LDA, es necesario hacer ajustes en

los hyperparameters del algoritmo.

En la validacion de los tépicos a través de la clasificacion multi-etiqueta, BERTopic con HDBSCAN
ejecuto la clasificacion con un F-score del 97%. Si bien no se encuentran articulos para comparar los

resultados de clasificacion después de un zopic modeling, se contirma que BERTopic reconoce de mejor
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manera el texto para agrupar en topicos mejor delimitados. Esto permite reconocer que el zopic modeling
podria significar una via para generar clases y asignarles a las instancias como una caracteristica

adicional a los datasets.

NMF es un método que, si bien no tiene los mejores resultados cuantitativos de desempefio, sus
resultados coherentes en los topicos generados permiten considerarlo como una opcién pertinente
pot sus bajos requerimientos de capacidad de cémputo. Lo anterior, siempre y cuando se mejore su
capacidad para el reconocimiento de bi-garmas y #77-grams para generar sus resultados mas significativos

y coherentes.

Uno de los objetivos de la tesis es el reconocimiento de topicos latentes y que pudieran identificarse
como de tendencia. Es a través de DTM en BERTopic como se alcanza esta meta, toda vez que se
puede identificar topicos hot, cold y estables. Los resultados permiten generar una posibilidad de que
los expertos en agricultura organica puedan identificar tematicas de vanguardia o a la baja de interés
en las publicaciones recientes. Lo anterior, permitirfa una toma de decisiones basadas en datos como
las tendencias cientificas obtenidas a través del Zgpic modeling y la revision de su dindmica con el paso
del tiempo. Los resultados de esta investigacion brindan perspectivas valiosas para futuros trabajos de
investigacion e innovacion en agricultura organica, y brindan informacion practica para ayudar a los

investigadores y directivos a realizar juicios mas informados y basados en evidencia.
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7 CONCLUSIONES

En este estudio, se desarrollaron dos frameworks para comparar modelos de clasificadores de texto
multi-etiqueta y de fopic modeling. Ambos frameworks fueron efectivos en la generacion de resultados
confiables a través de un proceso sistematico para identificar los criterios y caracteristicas que mejoran
el desempefio de los modelos e identificar a los mas eficientes. Estos marcos sistematicos benefician
a los investigadores y profesionales que trabajan con datos de texto para mejorar el rendimiento de
sus modelos y obtener una mejor comprension de sus datos considerando que el computo de alto

desempefio no siempre lo poseen las instituciones académicas.

En el cumplimiento del objetivo especifico 1, en la comparativa de modelos de clasificacién multi-
etiqueta, se ha concluido LP-SVM es el modelo que mejor clasifica el texto de la combinacién de
metadatos titulo y resumen, con los diferentes escenarios, balanceados y desbalanceados en las
etiquetas de clase, en términos de las métricas F7-score, Hamming loss y accuracy. Lo anterior corrobora
que LP puede mejorar significativamente el rendimiento de la clasificacion porque considera las
dependencias entre las clases, caracteristica que no es posible con BR y OVR. Ademas, los resultados
sugieren que SVM es un algoritmo adecuado para tareas de clasificacion de texto multi-clase. Estas
observaciones tienen implicaciones importantes para el desarrollo de modelos de clasificacion

efectivos en publicaciones cientificas.

Las técnicas de transformacion multi-etiquetas LP y CC superaron a BR y OVR en términos de captura
de dependencias entre etiquetas de clase. Esto se observé en los cuatro algoritmos de clasificacion
probados. El mejor rendimiento de LP y CC se atribuye a su capacidad de considerar las correlaciones
de etiquetas, que es un aspecto crucial de la clasificacién multi-etiquetas. Los métodos BR y OVR
estan diseflados para manejar etiquetas independientes y, por lo tanto, fueron menos efectivos para
capturar las dependencias de etiquetas. Estos hallazgos resaltan la importancia de seleccionar un

método de transformacién apropiado dependiendo de la naturaleza del problema de clasificacion.

En este estudio, la eliminacion de las clases minoritarias mejora la clasificacion de todos los modelos
y reducir los tiempos de ejecucion. Esto se debe a que las clases minoritarias a menudo son dificiles
de clasificar con precisiéon y pueden ralentizar el proceso de entrenamiento y evaluacion. Los
resultados apuntar a que la eliminacién de clases minoritarias puede ser una estrategia oportuna para
mejorar el rendimiento y la eficiencia de los modelos de clasificacién de textos. Esto es especialmente
util para datasets con una gran cantidad de clases porque reduce la complejidad del problema, mejora

la calidad de los resultados y optimiza el uso de los recursos.
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Se identifica una correlacion significativa entre la calidad sistémica de los datos (incluyendo los
criterios de preprocesamiento), el algoritmo de clasificacion base y el método de transformacion multi-
etiqueta, lo que se traduce en un efecto directo en el desempefio de los modelos de clasificacion de
texto multi-etiqueta. Por ello, se hace evidente la necesidad de tomar en cuenta estos factores en
conjunto al momento de desarrollar y evaluar modelos de clasificacion de texto multi-etiqueta, con el

fin de alcanzar un rendimiento significativo.

La etapa de preprocesamiento resulta determinante en ambos frameworks, ya sea stopwords, n-grams,
Stemming 'y lemmatizing afectan positiva o negativamente los resultados de los modelos. Para la
clasificacion de texto, al igual que [183], se recomienda aplicar sistematicamente de métodos de
preprocesamiento combinados porque contribuyen a mejorar el desempefo de los modelos. Stopwords
produjo beneficios en la calidad de los topicos resultantes en los modelos comparados, LDA, NMF y

BERTopic.

En el topic modeling, BERTopic superd consistentemente a LDA y NMF en el #pic modeling, en términos
de coherencia, tanto cualitativa como cuantitativamente. Lo anterior se debe a que su arquitectura
aprovecha un Large Langnage Model (ILLM) como BERT, que le permite incorporar informacion
contextual y semantica del texto de entrada utilizando un modelo BERT pre-entrenado. Estas
caracteristicas hacen de BERTopic una herramienta pertinente para aplicaciones que requieren una
extraccion de tépicos precisa y significativa de dafasets de texto grandes y complejos. Lo anterior

permite el cumplimiento del objetivo especifico 2.

La biblioteca de modelado BERTopic ha demostrado ser una herramienta potencialmente valiosa para
los cientificos de datos y las organizaciones en general. Su implementacion eficaz facilita la generacion
de informacion basada en datos, lo que permite a los usuarios tomar decisiones informadas. Gracias
a funciones como el #pic modeling, el DTM (Dynamic Topic Modeling) y la visualizacion, esta biblioteca
mejora el rendimiento de la clasificacion de texto y los modelos de fopic modeling, al tiempo que brinda

una comprension mas profunda de los datos de texto.

Al igual que se ha demostrado el beneficio del preprocesamiento en el desempefio de los modelos
clasificadores multi-etiqueta, en el caso del zopic modeling se ha encontrado que la técnica de stopwords
produce mejoras significativas en la calidad de los topicos obtenidos en todos los modelos comparados
(LDA, NMF y BERTopic). Estos resultados sugieren que la eliminacién de palabras comunes y poco
informativas puede mejorar la representacion de los topicos y, por lo tanto, aumentar la capacidad de
los modelos para identificar y clasificar adecuadamente los diferentes topicos presentes en los datos

de entrada.

EI DTM se puede utilizar para seguir la evoluciéon de los topicos de investigacion a lo largo del tiempo.

En este estudio, esta técnica analizo articulos cientificos sobre agricultura organica publicados entre
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2015 y 2021. Se descubri6 que los topicos de actualidad, ho# fopics, que sugieren que el enfoque de la
investigaciéon sobre la agricultura organica se esta desplazando hacia practicas mas sostenibles y

eficientes. Lo anterior, permite alcanzar el objetivo especifico 3.

En un mundo donde el big data y 1os modelos complejos comienzan a ser la norma, este proyecto de
tesis ha demostrado que los algoritmos clasicos aun pueden tener su lugar en la comunidad cientifica.
Mediante el uso de una potencia computacional bésica y empleando solo metadatos como titulos de
articulos y resumenes, se ha demostrado la viabilidad de utilizar SVM para la clasificacion multi-
etiqueta y NMF para el zopic modeling. Los resultados son alentadores para las instituciones que no
tienen acceso al mejor y mas reciente computo de altas capacidades. Sugieren que todavia es posible
lograr buenos resultados con algoritmos clasicos de aprendizaje automatico, incluso cuando se trabaja
con recursos limitados. Se considera que estos resultados seran de interés para investigadores y
profesionales en una variedad de campos, incluido el NLP, la recuperacion de informacion y el Machine

Learning.

Una aportacion subyacente de la tesis fue la coleccion de 247234 articulos cientificos de agricultura
organica (titulo y resumen), de 2015 a 2021 y clasificados con respeto a los ODS, que fueron utilizados

para los experimentos de clasificacion y zopic modeling con resultados favorables.

Al haber definido el uso de valores predeterminados en los parametros e hyperparameters de los modelos
de clasificacion y de fopic modeling, como trabajo futuro podria realizarse trabajo de mejora en el
desempefio con la ayuda de los hyperparameters. Adicionalmente, a pesar de existir una creciente
demanda de clasificacion de multi-etiquetas en varios campos, todavia falta investigacién sobre los
frameworks para los problemas de desbalanceo en datasets con etiquetas multiples como lo confirma

[156].

Para desarrollar una plataforma de software que apoye a las universidades y centros de investigaciéon
al analisis de productividad académica mediante los mejores modelos resultado de esta tesis, se
deberan de tomar en cuenta los criterios de hyperparameters del modelo LP-SVM para clasificacion y de
BERTopic para topic modeling, asi como las caracteristicas de balanceo y preprocesamiento en los

datasets, y su implementacion en los frameworks pertinentes.

Finalmente, los procesos de clasificacion de texto y el fopic modeling son técnicas de la ciencia de datos
que pueden aportar informacion para la toma de decisiones estratégicas en las organizaciones, ya que
los cientificos de datos pueden proporcionar informacion precisa y significativa. A medida que los
datos continuan creciendo en complejidad y volumen, esta claro que la ciencia de datos seguira
desempefiando un papel crucial para ayudar a las organizaciones académicas a la toma de decisiones

basadas en datos y a mantenerse a la vanguardia en un panorama cada vez mas competitivo.
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8 DIFUSION DE LOS RESULTADOS DE INVESTIGACION.

Parte de los resultados de la investigacién han generado y se han publicado dos articulos cientificos:

A Comparison of Multi-Label Text Classification Models in Research Articles Labeled with Sustainable
Development Goals en la revista IEEE Access (17 noviembre 2022). Autores: Roberto Carlos
Morales Hernandez, David Becerra Alonso, Joaquin Gutierrez Jagiiey. DOL

10.1109/ACCESS.2022.3223094

Comparison Between S1 M and DistiiBERT for Multi-label Text Classification of Scientific Papers Aligned
with Sustainable Development Goals en Advances in Computational Intelligence (23 octubre 2022).
Autores: Roberto Carlos Morales Hernandez, David Becerra Alonso, Joaquin Gutierrez

Jagtey, Eduardo Romero. Vol. pp 57-67. DOI: 10.1007/978-3-031-19496-2_5

Ademas, resultados de la investigacion derivados de la presente tesis se han difundido en dos

congresos internacionales:

2023 The O6th International Conference on Software Engineering and Information
Management (ICSIM 2023). Comparison of Topic Modeling Methods for Topic Trends on Organic
Agriculture Scientific Articles. Roberto Carlos Morales Hernandez, David Becerra Alonso,

Joaquin Gutiérrez Jagiiey. Ene-Feb 2023

21st Mexican International Conference on Artificial Intelligence, MICAI 2022. Comparison
Between SVM and DistiBERT for Multi-label Text Classification of Scientific Papers Aligned with
Sustainable Development Goals. Roberto Carlos Morales Hernandez, David Becerra Alonso,

Joaquin Gutiérrez Jagiiey, Eduardo Romero. Octubre 2022.

Por otra parte, la presente investigaciéon también ha sido presentada en proceso de 3 MINUTES

THESIS de la Universidad Loyola:

https:/ /www.youtube.com/watch?v=mGMmGmEqsfw&t=17s
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10 ANEXO A

Resultados completos de los cinco escenarios para los datasets de los afios enero-2015 a agosto-2021
con los 4 métodos de transformacion (OVR, LP, BR y CC) y los 4 algoritmos base de clasificacion

(NB, SVM, LR y RF).

1) ESCENARIO 1 (ESC1): DATASETS ORIGINALES DESBALANCEADOS CON 17 ETIQUETAS DE
CLASE DE LOS ODS

2015 (23466 instancias)
Método ! Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR SVM| RE| NB | LR [SVM| RF| NB | LR |SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.082/0.594/0.765/0.415| 0.358 | 0.801 |0.8280.741] 0.082 | 0.594 |0.765| 0.418 |0.100| 0.699 |0.8180.424

Fl-score micro|0.143|0.750/0.865/0.593| 0.389 | 0.837 |0.864{0.779 0.143 | 0.750 |0.865/ 0.594 |0.173| 0.741 |0.854/0.597

Precision 0.990/0.940,0.930{0.960| 0.410 | 0.870 |0.890/0.810 0.990 | 0.940 |0.930/ 0.950 |0.990| 0.770 |0.870/0.960

Recall 0.080/0.620/0.810/0.430| 0.370 | 0.810 |0.840/0.750| 0.080 | 0.620 |0.810 0.430 |0.090 0.720 |0.840/0.430

Hamming loss|0.059/0.027/0.016/0.038| 0.075 | 0.020 {0.017/0.027 0.059 | 0.027 |0.016| 0.038 |0.058 0.032 |0.018/0.037

Tiempo de Ejec
O]

27 | 27 | 18 | 179| 51 2904 | 39 | 384 | 343 898 | 232 | 10979 | 261 | 8400 |1062|2195

2016 (25952 instancias)
Método q Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR|SVM RF| NB | LR |SVM| RE| NB | LR |SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.056/0.581/0.744/0.383| 0.373 | 0.780 |0.815/0.735| 0.056 | 0.580 |0.744| 0.396 |0.068| 0.677 |0.792/0.431
Fl-score micro|0.099/0.742/0.852/0.564| 0.409 | 0.824 |0.857/0.779 0.099 | 0.736 |0.852| 0.579 |0.121| 0.729 |0.839|0.609
Precision 0.980/0.940/0.920{0.960| 0.43 | 0.860 |0.890/0.820| 0.980 | 0.930 |0.920/ 0.960 |0.980| 0.760 |0.860/0.950
Recall 0.050/0.610/0.790/0.400| 0.390 | 0.790 |0.830/0.750| 0.050 | 0.610 |0.790| 0.420 |0.060| 0.700 |0.820/0.450
Hamming loss|0.061/0.028/0.018/0.040| 0.073 | 0.022 |0.018/0.027 0.061 | 0.028 |0.018| 0.039 |0.061| 0.034 |0.020/0.037
Tiempo de Ejec.
(s) 24 | 18 8 | 193 51 3689 | 37 | 453 | 341 | 2599 | 253 | 11020 | 327 | 9950 | 1339|2493

2017 (25000 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB | LR |SVM| RF | NB LR [SVM| RF | NB LR ([SVM| RF NB| LR |SVM| RF
Clasificador

Accuracy 0.052|0.576/0.739/0.393| 0.372 | 0.784 |0.809/0.726/ 0.052 | 0.576 |0.739| 0.383 |0.066| 0.689 |0.799/0.390

Fl-score micro|0.092/0.736/0.850/0.570| 0.404 | 0.827 |0.8500.767 0.092 | 0.736 |0.850, 0.562 |0.116| 0.740 |0.842/0.570

Precision 0.990/0.930,0.920{0.950| 0.420 | 0.860 | 0.88|0.800 0.990 | 0.930 |0.920/-96.000/0.980| 0.770 |0.860[0.950

Recall 0.050/0.610/0.790/0.410 0.390 | 0.800 |0.820/0.740/ 0.050 | 0.610 |0.790 0.400 |0.060| 0.710 |0.830/0.410

Hamming loss |0.061/0.028/0.018 0.040| 0.073 | 0.021 |0.019/0.029 0.061 | 0.028 |0.018| 0.040 |0.061| 0.033 |0.020/0.039

Tiempo de Ejec
O]

26 | 20 | 11 | 207 | 46 3121 | 46 | 516 | 272 | 2439 | 263 | 12901 | 318 | 9040 | 1284|2091

2018 (31434 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB| LR SVM| RF | NB LR [SVM| RF | NB LR ([SVM| RF | NB| LR |SVM| RF
Clasificador

Accuracy  |0.046/0.628/0.764/0.395| 0.571 | 0.782 |0.810/0.728 0.043 | 0.625 |0.743| 0.309 |0.047| 0.720 |0.788|0.330
Fl-score micro|0.081/0.773/0.864/0.570| 0.612 | 0.828 |0.855/0.770 0.075 | 0.772 |0.850| 0.470 |0.081| 0.769 |0.842/0.500
Hamming loss|0.062/0.025/0.017/0.040| 0.048 | 0.021 |0.0180.028 0.063 | 0.025 |0.018| 0.045 |0.062| 0.029 |0.020/0.044

Tiempo de Ejec.
(O]

7 15 5 | 161 | 94 | 21866 103 |1820| 1146 | 10547 | 429 | 11685 | 853 | 13423 | 1580|2445
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2019 (25000 instancias)
Método ‘_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR |SVM RF| NB | LR |SVM| RF| NB | LR |SVM| RF |NB| LR |SVM RF
Clasificador

Accuracy  |0.043/0.562| 0.73|0.356 0.375 | 0.772 |0.794/0.718 0.043 | 0.562 |0.732| 0.366 |0.055| 0.675 |0.781/0.366

Fl1-score micro|0.077/0.728 0.845/0.534| 0.414 | 0.818 |0.841/0.762) 0.077 | 0.728 |0.845| 0.544 |0.099| 0.725 |0.831/0.542

Precision 0.990/0.940 0.92|0.950| 0.440 | 0.850 | 0.87|0.800 0.990 | 0.940 | 0.92| 0.950 |1.000/ 0.760 |0.850[0.950

Recall 0.040/0.590 0.78|0.370 0.390 | 0.780 |0.810/0.730| 0.040 | 0.590 | 0.78| 0.380 |0.050/ 0.700 |0.820[0.380

Hamming loss|0.062/0.029/0.018/0.042| 0.072 | 0.023 |0.020/0.030, 0.062 | 0.029 |0.018| 0.041 |0.061) 0.034 |0.022/0.042

Tiempo de Ejec.
O]

25 | 17 | 11 | 168 61 3547 | 36 | 371 | 337 | 1062 | 343 | 13254 | 378 | 8489 | 1375|2747

2020 (25000 instancias)
Método ‘_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR |[SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.045/0.566| 0.73/0.362| 0.388 | 0.771 |0.804/0.707| 0.045 | 0.566 | 0.73| 0.372 |0.059, 0.680 |0.786|0.367
F1-score micro|0.081/0.731/0.848/0.538| 0.429 | 0.822 |0.853(0.758 0.081 | 0.731 (0.848| 0.549 |0.105| 0.737 |0.841|0.545
Precision 1.000/0.930| 0.92|0.950| 0.450 | 0.860 | 0.890.800/ 1.000 | 0.930 | 0.92 | 0.960 |0.990| 0.770 |0.860/0.950
Recall 0.040/0.600/ 0.79(0.380, 0.410 | 0.790 [0.8200.720 0.040 | 0.600 | 0.79| 0.380 |0.060, 0.700 |0.820/0.380
0.018 0.018

Hamming loss|0.063/0.029 4 0.042 0.071 | 0.022 |0.0180.030 0.063 | 0.029 4 0.041 |0.062| 0.033 |0.020/0.042

Tiempo de Ejec.

©) 16 | 14 8 | 206 | 49 3727 | 46 | 421 | 307 | 1367 | 308 | 13172 | 368 | 9608 | 1369|2535

2021 (25000 instancias)
Método  One-vs-Rest(OvsR)  Label Powerset (LP) Binary Relevance (BR)  Classifier Chains (CC)

Mf)delo NB| LR SVM| RF | NB LR [SVM| RF | NB LR [SVM| RF NB| LR |SVM| RF
Clasificador

Accuracy  |0.056/0.568| 0.73/0.378| 0.357 | 0.762 |0.783|0.690/ 0.056 | 0.567 | 0.73 | 0.367 |0.073| 0.670 |0.777|0.380

Fl-score micro|0.0990.736/0.845/0.558 0.405 | 0.818 |0.838/0.747 0.099 | 0.736 |0.845| 0.549 |0.130| 0.738 |0.836/0.560

Precision 0.9900.930 0.91|0.950| 0.430 | 0.86 | 0.88(0.790/ 0.990 | 0.930 | 0.91| 0.960 |0.980 0.780 |0.850/0.950

Recall 0.050/0.610, 0.79|0.400 0.380 | 0.78 |0.8000.710 0.050 | 0.610 | 0.79| 0.380 |0.070/ 0.700 |0.820/0.400

Hamming loss|0.062/0.029/0.019/0.041| 0.074 | 0.023 |0.020/0.032| 0.062 | 0.029 |0.019| 0.042 |0.061) 0.032 |0.021/0.041

Tiempo de Ejec.
(O]

26 | 14 7 | 214| 48 3657 | 37 | 398 | 396 | 1266 | 317 | 12542 | 275 | 2113 | 1335|3127

2) ESCENARIO 2 (ESC2): DATASETS DESBALANCEADOS CON ELIMINACION DE 11 CLASES
MINORITARIAS.

2015 (22117 instancias)
Método ! Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR |[SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.091/0.623/0.787/0.460| 0.391 | 0.788 |0.850/0.770/ 0.091 | 0.617 |0.787| 0.421 |0.109, 0.739 |0.840/0.427

Fl-score micro|0.159/0.772 0.879/0.638 0.426 | 0.834 |0.884/0.807 0.159 | 0.766 |0.879 0.601 |0.188 0.776 |0.876/0.600

Precision 1.000/0.940/0.930,0.960| 0.440 | 0.910 |0.910/0.840/ 1.000 | 0.940 |0.930, 0.940 |0.990| 0.800 |0.890/0.950

Recall 0.090/0.660,0.840{0.480 0.410 | 0.860 |0.860/0.780 0.090 | 0.650 |0.840/ 0.440 |0.100/ 0.760 |0.870/0.440

Hamming loss|0.089/0.039/0.0230.053| 0.108 | 0.021 |0.022/0.037 0.089 | 0.039 |0.023| 0.05750.087| 0.043 |0.024/0.058

Tiempo de Ejec.
O]

12 | 32 6 | 149 | 67 2117 | 22 | 379 | 125 632 | 123 | 8952 | 153 | 1203 | 550 | 2205

2016 (24565 instancias)
Método _I Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR |SVM| RE NB | LR |[SVM| RF| NB | LR |[SVM RF NB| LR |SVM| RF
Clasificador

Accuracy  |0.061/0.623|0.783|0.427| 0.388 | 0.820 |0.844/0.764| 0.061 | 0.621 |0.783| 0.453 |0.072| 0.730 |0.832/|0.465

Fl-score micro|0.109/0.776/0.878/0.611) 0.429 | 0.860 |0.882/0.800 0.109 | 0.772 |0.878 0.633 |0.130| 0.770 |0.872/0.644

Precision  |0.980| 0.94 |0.930/0.960, 0.450 | 0.890 |0.910/0.840| 0.980 | 0.940 |0.930| 0.950 |0.980| 0.790 |0.890/0.960

Recall 0.060/0.660/0.830{0.450| 0.410 | 0.830 |0.860/0.770| 0.060 | 0.660 [0.830, 0.470 |0.070| 0.750 |0.860/0.490

Hamming loss [0.093/0.038/0.023/0.057| 0.109 | 0.027 |0.023/0.037| 0.093 | 0.039 |0.023| 0.054 |0.092| 0.044 |0.025/0.053

Tiempo de Ejec.
O]

15 | 11 4 | 131 52 2221 | 26 | 391 | 176 | 2323 | 152 | 7195 | 176 | 2913 | 1223|2001
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2017 (23524 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB| LR SVM RF| NB | LR |SVM RF| NB | LR [SVM| RF NB| LR SVM RF
Clasificador
Accuracy  |0.065/0.6200.774/0.437 0.406 | 0.822 |0.839/0.761] 0.065 | 0.622 [0.774 0.439 [0.080 0.744 |0.829/0.450
Fl-score micro|0.116/0.7680.870 0.620, 0.443 | 0.859 |0.870,0.800 0.116 | 0.768 |0.870, 0.620 |0.141 0.783 |0.870/0.620
Precision  |0.990 0.940/0.9200.950 0.460 | 0.890 |0.900/0.830 0.990 | 0.940 0.920 0.960 |0.980| 0.810 |0.880/0.950
Recall 0.060 0.650 0.830 0.460| 0.430 | 0.830 |0.850,0.770 0.060 | 0.650 |0.830 0.460 |0.080 0.760 |0.860 0.460
Hamming loss |0.092/0.039/0.024/0.056/ 0.105 | 0.027 |0.024/0.038 0.092 | 0.039 |0.024/ 0.055 |0.091 0.042 |0.026/0.055
Tlemp‘zs‘)ie Biec! 22 12| 7 | 136 71 | 2095 | 25 | 380 147 | 643 | 134 | 7974 | 174 | 2024 | 651 1870
2018 (30480 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo | yg| 1R lsyM RF| NB | LR |SVM RF| NB | LR |SVM RF NB| LR SVM RF
Clasificador
Accuracy  |0.046/0.689 0.811/0.460| 0.578 | 0.795 |0.868/0.812 0.046 | 0.689 |0.811 0.467 |0.051 0.765 |0.850/0.488
Fl-score micro|0.080 0.8240.898 0.670, 0.636 | 0.854 0.901/0.850 0.080 | 0.824 |0.898 0.670 |0.088 0.830 |0.8930.690
Hamming loss|0.1080.036 0.022,0.057| 0.077 | 0.031 [0.022/0.034 0.108 | 0.036 |0.023| 0.057 [0.108] 0.038 |0.024/0.055
Ti Ejec!
‘empczs‘;e 199 5 | 13| 6 |128| 52 | 1965 | 41 | 375 252 | 5966 | 283 | 7869 | 254 | 6883 |1055 1965
2019 (23561 instancias)
Método ! Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo |y | JR SYM RE. NB | LR |SVM RF| NB LR SVM RF NB LR |SVM RF
Clasificador
Accuracy  |0.0480.6080.765/0.409 0.412 | 0.809 |0.823/0.758 0.052 | 0.608 |0.765 0.421 |0.065 0.724 0.814/0.427
Fl-score micro|0.0860.762/0.867/0.592| 0.454 | 0.848 |0.8660.802 0.094 | 0.762 |0.867 0.601 |0.115 0.766 |0.859/0.606
Precision |0.990,0.940,0.9200.960 0.480 | 0.880 |0.8900.840 0.990 | 0.940 0.920 0.950 |0.980| 0.790 |0.870/0.950,
Recall  |0.040/0.6400.820/0.430, 0.440 | 0.820 |0.840,0.770, 0.050 | 0.640 |0.820] 0.440 |0.060, 0.750 |0.850/0.450
Hamming loss|0.095/0.0400.0250.059 0.104 | 0.029 0.0260.038 0.094 | 0.040 |0.025 0.0575|0.093 0.045 |0.027 0'257
Tlemp‘zs‘)le Ejec: 14| 14| 25| 183| o5 | 1958 | 25 | 473| 326 | 957 | 373 | 8494 | 300 1428 | 889 |2150
2020 (23544 instancias)
Método ; Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo g | yR 'SyM RF| NB | LR |SVM RF| NB | LR SYM RF NB LR SVM RF
Clasificador
Accuracy  |0.056/0.613 0.762/0.409 0.421 | 0.816 |0.824/0.748 0.056 | 0.613 [0.762 0.416 |0.072| 0.729 |0.808/0.427
Fl-score micro|0.100,0.7650.864 0.586 0.462 | 0.858 |0.8680.794 0.100 | 0.765 |0.864/ 0.594 |0.128] 0.777 |0.856/0.600
Precision 0.9800.9300.9100.960| 0.480 | 0.890 |0.025/0.830 0.980 | 0.930 |0.910 0.960 |0.980 0.800 |0.870/0.950
Recall  |0.050/0.6500.820/0.420, 0.440 | 0.830 |0.900,0.760, 0.050 | 0.650 |0.820 0.430 |0.070, 0.750 |0.840|0.440
Hamming loss|0.095/0.0400.026 0.059 0.103 | 0.027 |0.0240.039 0.095 | 0.040 |0.026 0.059 |0.093 0.043 |0.0280.058
Tlemp‘zs‘;e Bjec: 15| 14| 17 | 202| 57 | 1948 | 40 | 199| 228 | 957 | 103 | 7914 | 211| 2348 | 790 2039
2021 (23645 instancias)
Método ! Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB| LR SVM RF| NB | LR |SVM RF| NB | LR [SVYM| RF NB| LR SVM RF
Clasificador
Accuracy  |0.068/0.608 0.756/0.414 0.395 | 0.804 |0.812/0.729 0.068 | 0.608 |0.756 0.416 |0.087| 0.720 |0.806/0.433
Fl-score micro|0.121/0.7680.865 0.599] 0.444 | 0.851 |0.860,0.780 0.121 | 0.768 |0.865 0.602 |0.150, 0.774 |0.859/0.616
Precision  0.990,0.9300.920 0.960 0.470 | 0.890 |0.8900.820 0.990 | 0.930 |0.920/ 0.950 |0.990 0.800 |0.870/0.950
Recall  0.0600.650 0.820 0.440 0.420 | 0.820 |0.830,0.750 0.060 | 0.650 |0.820 0.440 |0.080 0.750 |0.840/0.450
Hamming loss|0.095/0.0400.026 0.059 78.000| 0.029 |0.0270.042 0.095 | 0.040 |0.026 0.059 |0.093 0.044 |0.028/0.057
Tlemp‘zsc)ie Bjec: 311 13| 8 | 120| 57 | 2026 | 31 | 368| 191 | 3742 | 200 | 10262 | 227 | 2511 | 830 1955
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3) ESCENARIO 3 (ESC3): DATASETS COMPLETAMENTE BALANCEADO

2015 (9023 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB | LR SVM RF | NB LR |SVM| RF | NB LR |[SVM| RF |NB| LR |SVM| RF
Clasificador

0.408
Accuracy  |0.007/0.484/0.721/0.460| 0.671 | 0.785 |0.8110.770, 0.007 | 0.484 |0.721| 0.395 |0.007| 0.739 |0.779

Fl1-score micro|0.012/0.657/0.837/0.638 0.711 | 0.828 |0.853/0.807 0.012 | 0.657 |0.837| 0.570 |0.013| 0.776 |0.826/0.590
Precision 1.000/0.950/0.920/0.960 0.750 | 0.870 |0.8900.840/ 1.000 | 0.950 |0.920| 0.960 |1.000| 0.800 |0.840/0.960
Recall 0.010/0.500/0.770/0.480, 0.680 | 0.790 {0.8200.780 0.010 | 0.500 {0.770 0.410 |0.010, 0.760 |0.810/0.420
0.059

Hamming loss |0.099/0.052/0.030 0.053| 0.055 | 0.033 {0.0280.037| 0.099 | 0.052 |0.030| 0.061 |0.099| 0.043 |0.034

Tiempo de Ejec.

©) 38 | 13 6 | 149 | 25 290 7 | 379 55 148 | 34 | 1808 | 45 | 1203 | 96 | 510

2016 (10647 instancias)
Método _| Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR|SVM RF| NB | LR |SVM| RF| NB | LR |SVM| RF |NB| LR |SVM| RF
Clasificador

Accuracy  |0.007/0.489/0.717|0.364| 0.672 | 0.778 |0.797/0.755| 0.008 | 0.489 |0.717| 0.366 |0.009| 0.629 |0.780/0.404
Fl-score micro|0.072/0.734/0.859/0.557| 0.406 | 0.869 |0.901/0.795 0.078 | 0.737 |0.859 0.559 |0.097| 0.733 |0.848/0.581
Precision 0.990/0.940/0.930{0.970| 0.410 | 0.870 |0.900/0.800| 0.990 | 0.940 |0.930 0.970 |0.990| 0.730 |0.850/0.970
Recall 0.040/0.600/0.800{0.390| 0.410 | 0.870 |0.900/0.800| 0.040 | 0.610 |0.800/ 0.390 |0.050/ 0.730 |0.850/0.420
Hamming loss |0.057/0.026/0.015/0.037| 0.070 | 0.015 |0.012|0.024| 0.056 | 0.026 |0.015| 0.036 |0.056| 0.031 |0.018|0.035
Tiempo de Ejec.

17 | 17 | 15 | 194 | 44 525 35 | 427 | 333 | 1229 | 302 | 11103 | 284 | 2103 |1260|2279

(s
2017 (10537 instancias)
Método i Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR |[SVM RF |NB| LR |SVM| RF
Clasificador
Accuracy 0'307 0.4880.721/0.377| 0.675 | 0.782 |0.797/0.741 0.0077| 0.488 |0.721 0.375 |0.008| 0.638 |0.7790.372

Fl-score micro| 0.01/0.6600.840/0.560, 0.71 | 0.830 |0.840/0.790, 0.01 | 0.660 |0.840 0.550 |0.010| 0.680 |0.830/0.550

Precision 1.000/0.940/0.910/0.960| 0.750 | 0.870 |0.880,0.830] 1.000 | 0.940 |0.910, 0.960 |1.000| 0.710 |0.850/0.960

Recall 0.010/0.510,0.770{0.390| 0.680 | 0.790 |0.810/0.750 0.010 | 0.510 |0.770| 0.390 |0.010/ 0.660 |0.810[0.380

Hamming loss |0.099/0.052/0.0300.063| 0.055 | 0.033 |0.0300.041 0.099 | 0.052 |0.030| 0.063 |0.099| 0.061 |0.034/0.063

Tiempo de Ejec.
(O]

12 6 5 57 31 344 8 | 100| 63 172 51 | 1949 | 57 | 282 | 156 | 517

2018 (13623 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR SVM| RF| NB | LR [SVM| RF| NB | LR |SVM RF |NB| LR SVM| RF
Clasificador

Accuracy 0.006/0.604/0.759/0.428| 0.686 | 0.775 |0.833|0.779 0.011 | 0.604 |0.759| 0.424 |0.012| 0.698 |0.806|0.433
Fl-score micro|0.0100.760 0.8600.620| 0.740 | 0.830 |0.8700.820 0.020 | 0.760 |0.860| 0.620 |0.020| 0.760 |0.860/0.620
Hamming loss|0.112/0.046/0.030/0.063| 0.054 | 0.035 |0.025/0.063 0.112 | 0.046 |0.030| 0.063 |0.111| 0.051 |0.032/0.062
Tiempo de Ejec,

(O]

2 7 4 42 10 153 7 83 41 164 9 1457 | 48 | 286 | 126 | 454

2019 (10781 instancias)
Método  One-vs-Rest (OvsR)  Label Powerset (LP) Binary Relevance (BR)  Classifier Chains (CC)

Modelo NB| LR |SVM RF| NB | LR |SVM| RF| NB | LR |SVM| RE |NB| LR [SVM RF
Clasificador

Accuracy |0.006/0.498/0.726/0.355| 0.668 | 0.775 |0.795/0.736/ 0.008 | 0.498 (0.726| 0.365 |0.009| 0.637 |0.782|0.392
Fl-score micro|0.010/0.670 0.840/0.530, 0.710 | 0.830 |0.850/0.790 0.010 | 0.670 |0.840| 0.540 |0.020| 0.690 (0.830/0.570,
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Precision 1.000/0.930/0.910/0.960| 0.750 | 0.870 |0.8900.830/ 1.000 | 0.930 |0.910| 0.960 |1.000| 0.720 |0.860/0.950

Recall 0.010/0.520/0.780/0.370, 0.670 | 0.790 {0.810/0.750 0.010 | 0.520 |0.780 0.370 |0.010/ 0.660 |0.810/0.410

Hamming loss|0.101/0.052/0.030/0.066| 0.056 | 0.034 |0.0300.041 0.100 | 0.052 |0.030| 0.065 |0.100| 0.061 |0.033|0.062

Tiempo de Ejec.
(O]

7 9 6 65 29 368 12 | 95 72 179 52 | 2844 | 92 387 | 227 | 628

2020 (10631 instancias)
Método ‘_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR SVM| RE| NB | LR [SVM| RF| NB | LR |SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.006/0.501/0.719/0.382| 0.679 | 0.777 |0.792/0.749 0.007 | 0.502 |0.719| 0.374 |0.008| 0.635 |0.774/0.386
Fl-score micro|0.0100.680 0.840/0.560, 0.730 | 0.830 |0.8500.800 0.010 | 0.680 |0.840| 0.550 |0.010 0.690 |0.830/0.560!
Precision 0.950/0.950,0.910{0.960| 0.770 | 0.880 |0.890/0.840 0.960 | 0.950 |0.910| 0.960 |0.970| 0.720 |0.850[0.950
Recall 0.010 54600 0.780/0.390| 0.690 | 0.790 |0.8100.760 0.010 | 0.540 |0.780| 0.390 |0.010, 0.660 |0.820|0.400
Hamming loss|0.101/0.050/0.030/0.063| 0.053 | 0.033 |0.030/0.039| 0.101 | 0.050 |0.030| 0.064 |0.101) 0.060 |0.033/0.063
Tiempo de Ejec.

(O]

6 13 5 61 22 315 8 | 101 52 175 42 | 1817 | 53 295 | 149 | 534

2021 (10259 instancias)
Método ‘_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR |[SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.002/0.490/0.706/0.373| 0.681 | 0.764 |0.772/0.733 0.002 | 0.490 |0.706| 0.365 |0.003| 0.632 |0.761/0.373

Fl1-score micro|0.0100.670/0.830/0.550, 0.73 | 0.820 |0.830/0.790, 0.010 | 0.670 |0.830 0.540 |0.010| 0.690 |0.820/0.550

Precision 1.000 0.9400.910/0.960| 0.770 | 0.870 |0.870/0.830/ 1.000 | 0.940 |0.910| 0.960 |1.000 0.730 |0.850/0.960

Recall 0.010/0.530,0.770{0.380| 0.690 | 0.780 |0.790/0.750/ 0.010 | 0.530 |0.770| 0.300 |0.010/ 0.660 |0.800[0.390

Hamming loss|0.101/0.052/0.031/0.065 0.052 | 0.035 |0.033/0.041| 0.101 | 0.052 |0.031| 0.065 |0.102 0.060 |0.035/0.064

Tiempo de Ejec.
O]

10 9 5 69 22 315 8 | 105 57 130 | 37 | 1719 | 59 | 237 | 110 | 503

4) ESCENARIO 4 (ESC4): DESBALACEO EXTREMO (10 A 1) DE UNA ETIQUETA FRENTE A
RESTANTES. EL RESULTADO ES ELPROMEDIO.

2015 (3501 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB | LR SVM RF | NB LR |SVM| RF | NB LR |[SVM| RF |NB| LR |SVM| RF
Clasificador

Accuracy  |0.504/0.555/0.716/0.556| 0.509 | 0.634 |0.759)0.643 0.504 | 0.555 |0.716| 0.556 |0.505| 0.610 |0.760|0.558

Fl1-score micro|0.606/0.691/0.833/0.685/ 0.543 | 0.683 |0.829/0.691 0.606 | 0.691 |0.833| 0.625 |0.604| 0.678 |0.826|0.683

Precision 0.788/0.9380.943/0.918| 0.595 | 0.740 |0.882/0.749 0.788 | 0.938 |0.943| 0.894 |0.777| 0.770 |0.873|0.911

Recall 0.495/0.551/0.748/0.546| 0.499 | 0.634 |0.786/6.399 0.495 | 0.551 |0.748| 0.577 |0.495| 0.609 |0.784{0.548

Hamming loss |0.070/0.053/0.032/0.054 0.091 | 0.064 |0.035/0.062| 0.070 | 0.053 |0.032| 0.101 |0.071] 0.063 |0.036/0.055

Tiempo de Ejec.
(O]

9 4 3 20 8 81 3 28 22 42 14 | 283 21 71 28 | 90

2016 (3930 instancias)
Método q Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR|SVM RF| NB | LR |SVM| RF| NB | LR |SVM| RF |NB| LR |SVM| RF
Clasificador

Accuracy  |0.514/0.564(0.729/0.560| 0.520 | 0.666 |0.784/0.668| 0.514 | 0.564 |0.729| 0.563 |0.516| 0.631 |0.774/0.566
Fl-score micro|0.610/0.713/0.844{0.701 0.548 | 0.713 |0.844(0.709 0.610 | 0.713 |0.844| 0.702 |0.607| 0.709 |0.832/0.699
Precision 0.785/0.945/0.946|0.910| 0.602 | 0.765 |0.882/0.765 0.785 | 0.945 |0.946| 0.909 |0.773| 0.815 |0.868/0.900
Recall 0.503/0.574/0.764(0.572| 0.505 | 0.669 |0.808/0.663| 0.503 | 0.574 |0.764| 0.573 |0.505| 0.633 |0.800/0.575
Hamming loss |0.070/0.050/0.030/0.052| 0.090 | 0.058 |0.032/0.059| 0.070 | 0.050 |0.030| 0.052 |0.069| 0.056 |0.035/0.110

Tlemp(zs()i‘:E]ec' 7,32 18| 8 86 | 3 (33| 22 | 52 | 15| 398 | 25| 72 | 39 | 104
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2017 (4012 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB LR SVM RF NB | LR SVM RF| NB | LR [SVM RF |NB| LR SVM| RF
Clasificador
Accuracy  |0.484/0.529 0.701/0.535 0.487 | 0.654 |0.781/0.667 0.484 | 0.529 |0.701] 0.530 |0.485| 0.593 |0.750/0.531
Fl-score micro|0.606 0.6890.824/0.677| 0.534 | 0.707 |0.8350.715 0.606 | 0.689 |0.824 0.678 |0.604| 0.674 |0.813(0.675
Precision  |0.781/0.9480.945/0.904| 0.568 | 0.748 |0.8750.757 0.781 | 0.948 |0.945 0.905 |0.767| 0.765 |0.855/0.895
Recall 0.461/0.542/0.733/5.313 0.503 | 1.243 |0.7980.675 0.461 | 0.542 |0.733] 5.223 |0.496 5.917 |0.7735.314
Hamming loss |0.067/0.0500.0320.053 0.090 | 0.057 |0.0320.055 0.067 | 0.050 |0.032| 0.053 |0.068 0.061 |2.396/0.053
Tlemp‘zs‘)ie Bjeeo o 3| 1117 10| 8 | 3|28 24 | 47 | 16| 372 | 23 72 | 33 | 115
2018 (3038 instancias)
Método | One-vs-Rest (OvsR) = Label Powerset (LP) Binary Relevance (BR)  Classifier Chains (CC)
Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR [SVM RF |NB| LR SVM| RF
Clasificador
Accuracy  |0.485/0.5530.711/0.554 0.495 | 0.649 |0.756/0.648 0.485 | 0.553 |0.711 0.554 |0.484 0.607 |0.755/0.557
Fl-score micro|0.614/0.702/0.8330.695) 0.548 | 0.715 |0.834/0.704 0.614 | 0.702 |0.833 0.694 |0.739| 0.693 |0.830/0.693
Hamming loss|0.067/0.051/0.0320.053 0.090 | 0.111 |0.0340.059 0.067 | 0.051 |0.032 0.053 |0.068 0.060 |0.034/0.054
Tlempczsc)‘e Ejeel 213 41| 6 4 | 3|18 7 21 | 11| 181 | 11| 32 | 16 | 64
2019 (3986 instancias)
Método _ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB| LR SVM| RF| NB | LR [SVM| RF| NB | LR |SVM RF |NB| LR SVM| RF
Clasificador
Accuracy  |0.485/0.523/0.689 0.515| 0.486 | 0.640 |0.7730.647 0.481 | 0.523 |0.689 0.514 |0.482 0.588 |0.745/0.516
Fl-score micro|0.603]0.6840.815 0.665) 0.534 | 0.696 |0.829/0.698 0.602 | 0.684 |0.815 0.665 |0.600 0.665 |0.800]0.663
Precision  |0.775/0.9390.937/0.892| 0.569 | 0.738 0.871/0.742 0.772 | 0.939 |0.937 0.814 |0.764 0.751 |0.7590.885
Recall  |0.4950.5400.7230.531] 0.503 | 0.658 |0.791/0.659 0.496 | 0.540 |0.723| 0.570 |0.497| 0.602 |0.775/0.533
Hamming loss|0.0680.0510.0330.055/ 0.090 | 0.059 |0.034/0.059 0.068 | 0.051 |0.033| 0.094 |0.068 0.063 |0.108/0.055
Tlemp‘zs‘;e Ejeel 6 3| 2 20 6 76 | 4 | 28| 18 | 37 | 16 318 | 20| 62 | 33| 9%
2020 (4112 instancias)
Método ; Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB LR SVM RF NB | LR SVM RF| NB | LR |[SVM RF | NB| LR |SVM| RF
Clasificador
Accuracy  |0.478/0.516 0.687/0.513| 0.480 | 0.629 |0.7650.636 0.476 | 0.516 |0.687 0.513 |0.476 0.584 |0.742/0.518
Fl-score micro|0.593)0.682,0.8180.667| 0.535 | 0.690 |0.8300.693 0.602 | 0.682 [0.818| 0.668 |0.598| 0.668 |0.805/0.668
Precision  |0.7740.944/0.9400.898 0.574 | 0.736 |0.875/0.742| 0.774 | 0.944 |0.940 0.825 |0.760| 0.760 |0.773/0.888
Recall  |0.495/0.536/0.725/0.534 0.500 | 6.230 |0.7900.652| 0.495 | 0.536 |0.725 0.565 |0.495 0.604 |0.775/0.537
Hamming loss|0.071/0.052/0.033/0.055/ 0.091 | 0.061 |0.034/0.060 0.069 | 0.052 |0.033 0.096 |0.070 0.063 |0.042/0.055
Tlemp‘zs';e Bjec: 6 '3 2| 20| 6 | 79 | 4| 26| 18 | 4 | 17| 333 21 68 | 33101
2021 (4026 instancias)
Método | One-vs-Rest (OvsR)  Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB| LR SVM RF| NB | LR |SVM RF| NB | LR |[SVM| RF NB| LR SVM RF
Clasificador
Accuracy  0.4790.526 0.6850.520| 0.482 | 0.631 |0.752/0.645 0.479 | 0.526 |0.685 0.514 |0.478 0.587 |0.737/0.516
Fl-score micro|0.601/0.6850.8180.668 0.535 | 0.693 |0.8200.701 0.601 | 0.685 |0.818 0.667 |0.551| 0.673 |0.8030.665
Precision |0.767/0.939,0.940/0.897| 0.577 | 0.738 |8.695/0.745 0.767 | 0.939 |0.940 0.891 |1.410 0.760 |0.839/0.887
Recall  |0.4955.313/0.7260.531| 0.499 | 0.651 |0.7800.653 0.495 | 5.313 |0.726] 0.532 |0.496 0.605 |0.768]0.531
Hamming loss|0.070,0.052/0.034 0.056 0.091 | 0.061 |0.0330.059 0.070 | 0.052 |0.034 0.056 |0.071 0.063 |0.944/0.056
Tlemp‘zs‘)ie Bjeeo 21 3] 2 18 s 92 | 3| 28| 20 | 38 | 13| 330 | 18| 64 | 30 | 104
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5) ESCENARIO 5 (ESC5): INSTANCIAS CON UNA SOLA ETIQUETA ODS MULTI-CLASE

2015 (21462 instancias)
ﬂl_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB| LR SVM| RF | NB LR [SVM| RF | NB LR [SVM| RF |NB| LR |SVM| RF
Clasificador
0.427

Accuracy  |0.058/0.591/0.782/0.406| 0.391 | 0.871 |0.904/0.810 0.063 | 0.591 |0.782| 0.415 |0.078| 0.735 |0.853

Fl-score micro|0.1100.734/0.864,0.574) 0.391 | 0.871 |0.904{0.810 0.119 | 0.734 |0.864, 0.583 |0.144| 0.735 |0.854(0.594
Precision 1.000/0.940/0.930/0.960| 0.391 | 0.870 |0.9000.810/ 1.000 | 0.940 |0.930| 0.960 |1.000 0.730 |0.850/0.960
Recall 0.060/0.600/0.810{0.410, 0.391 | 0.870 |0.9000.810 0.600 | 0.600 |0.810 0.420 |0.080, 0.740 |0.860/0.430
0.034

Hamming loss |0.055/0.026/0.015/0.036| 0.072 | 0.015 |0.011/0.022| 0.055 | 0.026 |0.015 0.035 |0.054/ 0.031 |0.017

Tiempo de Ejec

) 14 | 27 8 | 180 9 473 25 | 395 | 267 781 | 213 | 8822 | 336 | 1419 | 96 1743

2016 (23512 instancias)
E_I Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB | LR |SVM| RF | NB LR [SVM| RF | NB LR |[SVM| RF NB| LR |SVM| RF
Clasificador

0.414
Accuracy  |0.037/0.591/0.775/0.389| 0.406 | 0.869 |0.901/0.795| 0.041 | 0.595 |0.775| 0.392 |0.051| 0.733 |0.847

Fl-score micro|0.072/0.734/0.859/0.557| 0.406 | 0.869 |0.901/0.795 0.078 | 0.737 |0.859 0.559 |0.097| 0.733 |0.848/0.581

Precision  |0.990/0.940/0.930/0.970, 0.410 | 0.870 |0.900/0.800| 0.990 | 0.940 |0.930| 0.970 |0.990| 0.730 |0.850/0.970

Recall 0.040/0.600/0.800/0.390| 0.410 | 0.870 |0.900/0.800| 0.040 | 0.610 |0.800| 0.390 |0.050| 0.730 |0.850/0.420

Hamming loss |0.057/0.026/0.015/0.037| 0.070 | 0.015 |0.012/0.024| 0.056 | 0.026 |0.015| 0.036 |0.056| 0.031 |0.0180.035

Tiempo de Ejec.
O]

17 | 17 | 15 | 194 | 44 525 35 | 427 | 333 | 1229 | 302 | 11103 | 284 | 2103 |1260|2279

2017 (22733 instancias)
E_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Mf)delo NB| LR SVM| RF | NB LR [SVM| RF | NB LR ([SVM| RF NB| LR |SVM| RF
Clasificador

Accuracy 0.039/0.593/0.770{0.390| 0.440 | 0.871 |0.900/0.806/ 0.039 | 0.593 |0.770| 0.404 |0.050/ 0.737 |0.843|0.406

Fl-score micro|0.076/0.7370.8580.560, 0.440 | 0.870 |0.9000.806/ 0.076 | 0.737 |0.858 0.570 |0.095| 0.740 |0.844/0.570

Precision 1.000/0.940/0.920/0.960| 0.440 | 0.870 |0.900/0.810] 1.000 | 0.940 |0.920 0.960 |1.000| 0.740 |0.840/0.960

Recall 0.040/0.610/0.800/0.390| 0.440 | 0.870 |0.900/0.810/ 0.040 | 0.610 |0.800 0.410 |0.005/ 0.740 |0.850/0.410

Hamming loss |0.056/0.025/0.016 0.036/ 0.066 | 0.015 |0.012/0.023 0.056 | 0.025 |0.016| 0.036 |0.055| 0.031 |0.018/0.036

Tiempo de Ejec
O]

17 | 13 | 16 | 143 59 843 51 | 399 | 307 830 | 264 | 10794 | 270 | 2017 |1243|2226

2018 (28322 instancias)
E_ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)

Modelo NB| LR 'SVM| RE| NB | LR [SVM| RF| NB | LR |SVM RF |NB| LR SVM| RF
Clasificador

Accuracy  |0.030/0.656/0.786/0.344| 0.615 | 0.867 |0.893/0.798 0.033 | 0.656 |0.786| 0.332 |0.035| 0.770 |0.857/0.347
Fl-score micro|0.059/0.780 0.864/0.510| 0.615 | 0.867 |0.893/0.800 0.065 | 0.780 |0.864| 0.500 |0.068 0.770 (0.8580.510
Hamming loss|0.057/0.022/0.015/0.039| 0.045 | 0.016 |0.013/0.024 0.057 | 0.022 |0.015| 0.040 0.057| 0.027 |0.017|0.039
Tiempo de Ejec.

(O]

4 12 4 | 130 36 1362 | 58 | 324 | 376 | 6201 | 440 | 12279 | 405 | 7084 |1443|2413

2019 (22585 instancias)

@ Label Powerset (LP) ‘ Binary Relevance (BR) ’ Classifier Chains (CC)
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Modelo NB| LR |SVM RF| NB | LR |SVM| RF| NB | LR |SVM| RF |NB| LR |SVM RF
Clasificador
Accuracy  |0.0280.5760.762/0.358| 0.433 | 0.854 |0.8930.794 0.028 | 0.576 |0.762 0.366 |0.036 0.719 |0.840/0.379
Fl-score micro|0.0530.7200.8510.523| 0.433 | 0.854 |0.8920.794 0.053 | 0.720 |0.851/ 0.532 |0.069| 0.719 |0.8410.544
Precision  |1.0000.9300.9200.960| 0.430 | 0.850 |0.8900.790 1.000 | 0.930 |0.920| 0.960 |1.000 0.720 |0.8400.960
Recall  |0.0300.5900.790,0.360| 0.430 | 0.850 |0.8900.790 0.030 | 0.590 |0.790, 0.370 |0.040 0.720 |0.840/0.380
Hamming loss|0.057 0.027/0.016 0.039 0.067 | 0.017 |0.0130.024 0.057 | 0.027 |0.016 0.038 |0.057 0.033 |0.0190.037
Tlemp‘zs‘;e Ejec: 16| 18| 8 | 152 46 | 374 | 26 | 193 275 | 972 | 270 10961 | 308 | 1725 | 975 2238
2020 (22365 instancias)
@ Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR |[SVM RF |NB| LR SVM| RF
Clasificador
Accuracy  |0.0300.575/0.769/0.366| 0.4397| 0.857 |0.8980.787 0.035 | 0.575 |0.769 0.370 |0.045 0.722 |0.845/0.381
Fl-score micro|0.0590.7230.856/0.533 0.4397 | 0.856 |0.8980.787 0.068 | 0.723 |0.856 0.536 |0.086 0.722 |0.846/0.546
Precision  |1.0000.9400.9300.960 0.44 | 0.860 |0.9000.790 1.000 | 0.940 |0.930 0.860 |0.990 0.720 |0.8500.960
Recall  |0.0300.5900.7900.370 0.44 | 0.860 |0.900/0.790 0.040 | 0.590 |0.790 0.370 |0.040 0.720 |0.850/0.380
Hamming loss|0.057/0.027/0.016 0.038| 0.0659| 0.017 |0.012/0.025 0.057 | 0.027 |0.016 0.038 |0.056/ 0.033 |0.0180.037
Tlemp‘zsc;e Ejec: 11 14| 11 /145 43 | 344 | 34| 318 228 | 884 | 269 10943 | 271 | 1609 | 1032|2180
2021 (22083 instancias)
E— Label Powerset (LP) Binary Relevance (BR) Classifier Chains (CC)
Modelo NB LR SVM RF| NB | LR SVM RF| NB | LR |[SVM RF |NB| LR SVM| RF
Clasificador
Accuracy  0.0380.5700.753/0.360| 0.393 | 0.859 |0.890/0.778 0.038 | 0.570 |0.753| 0.359 |0.051 0.729 |0.8400.376
Fl-score micro|0.073/0.7190.846/0.526 0.393 | 0.859 |0.8900.778 0.073 | 0.719 |0.846 0.524 |0.096 0.728 |0.8410.542
Precision |1.0000.940 0.92/0.960, 0.39 | 0.860 |0.8900.780 1.000 | 0.940 | 0.92| 0.960 |1.000 0.730 |0.8400.960
Recall  |0.040/0.5800.7800.360, 0.39 | 0.860 |0.8900.780 0.040 | 0.580 |0.780 0.360 |0.050 0.730 |0.840/0.380
Hamming loss|0.056/0.027/0.0170.038| 0.0713| 0.017 |0.013/0.026 0.056 | 0.027 |0.017| 0.038 |0.056/ 0.031 |0.0180.038
Tlemp‘zs‘)ie Ejec. 18| 14| 6 | 140 61 | 354 | 47 | 308 200 | 908 | 288 10158 | 326 | 1952 | 1103|2354
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