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Zusammenfassung

Im automatisierten Fahren werden üblicherweise hochgenaue Karten einge-
setzt, um die Wahrnehmung zu unterstützen und zu ergänzen. Diese Karten
sind aufwändig zu erstellen und veralten schnell, da sich die Verkehrswelt
stets ändert. Daher wird die Karte immer mehr von Wahrnehmungsmodulen
ergänzt oder ersetzt. Dies stellt neue Anforderungen an die Wahrnehmung:
Um die Kartenschnittstelle eines automatisierten Systems durch Detektionen
aus Sensordaten zu ersetzen, muss ein Wahrnehmungsmodul die Kartenmerk-
male detektieren können. Bisher gibt es im Forschungsfeld keine geeigneten
Ansätze, um insbesondere linienförmige Kartenelemente im urbanen Raum zu
detektieren. Hier wird meist auf zu einfache Repräsentationen zurückgegriffen,
die insbesondere Kreuzungen nicht abbilden können. Eine korrekte Fahrstrei-
fenschätzung ist jedoch die essenzielle Grundvoraussetzung, um langfristig
Karten zu ersetzen.

Diese Arbeit präsentiert einen Ansatz, der diese Lücke schließt. Dazu wird
ein vorwärtsgerichtetes, neuronales Netz präsentiert, das beliebige Linienzüge
durch eine Gitterstruktur diskretisiert in Echtzeit schätzen kann. Mit dieser
Repräsentation lassen sich Fahrstreifenränder, Markierungen aber auch impli-
zite Merkmale wie Mittellinien von Fahrstreifen detektieren. Dies war in einer
vorwärtsgerichteten Netzarchitektur bisher nicht möglich.

Die breite Anwendbarkeit des Ansatzes wird auf Fahrstreifenmittellinien, Fahr-
streifenrändern sowie den Markierungen sowohl auf Autobahnen als auch im
innerstädtischen Bereich gezeigt. Mithilfe der Klassifikation jedes Linienseg-
ments können verschiedenste Kartenmerkmale gleichzeitig identifiziert wer-
den: Markierungen können nach ihrer Bedeutung (gestrichelt oder durchgezo-
gen) klassifiziert oder Mittellinien von Fahrstreifenrändern unterschieden und
gemeinsam prädiziert werden.

Der in dieser Arbeit vorgestellte Ansatz ermöglicht nicht nur aktuell relevante
Anwendungen der Kartenwahrnehmung, Kartierung und Lokalisierung. Auch
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Zusammenfassung

in zukünftigen, möglicherweise vollständig gelernten Systemen, behält die
diskretisierte Darstellung von Kartenelementen ihre Relevanz.
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1 Einleitung

Mit den fortschreitenden Automatisierungsmöglichkeiten ist ein assistiertes
Fahren Teil jedes neuen Fahrzeugs und ein voll-automatisiertes Fahren eine
greifbare Zukunftsvision. In Systemen zum automatisierten Fahren sowie den
aktuellen Forschungsarchitekturen werden Fahrentscheidungen gelöst, indem
mehrere Module zum Tragen kommen. Eine typische, jedoch stark vereinfachte
Architektur besteht dabei aus Komponenten wie in Abbildung 1.1 dargestellt
ist.
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Abbildung 1.1: Vereinfachte Systemarchitektur für automatisierte Fahrzeuge

Zunächst werden dynamische Objekte in der Umgebung detektiert und de-
ren zukünftige Positionen prädiziert. Gleichzeitig wird das Fahrzeug in einer
bereits existierenden Planungskarte lokalisiert, die die statische Umgebung
sowie Verkehrsregeln beinhaltet. Mit diesen Informationen kann eine Ver-
haltensentscheidung getroffen und eine Zieltrajektorie berechnet werden. Das
letzte Modul regelt die Steuerbefehle, die direkt an die Aktorik des Fahrzeugs
gegeben werden.

Da aus historischer Sicht das notwendige Szenenverstehen im Fahrzeug rechen-
technisch einfach nicht möglich war, werden die Wahrnehmung und große Teile
des Szenenverstehens bisher durch hochgenaue Planungskarten (HD-Karten)
unterstützt.
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1 Einleitung

1.1 Motivation

Diese hochgenauen Karten können vorab mithilfe deutlich größerer Rechenka-
pazitäten berechnet und optimiert werden und bieten somit auch Wissen über
voraus liegende Straßenabschnitte, die noch nicht sichtbar sind. Ansätze zur au-
tomatischen Generierung derartigen Kartenmaterials gibt es bereits [Pog19].
Problematisch ist jedoch, dass diese Karten ein statisches Abbild sind, die
(Verkehrs-)Welt sich jedoch dynamisch ändert und damit die Karteninforma-
tionen veralten. Diese Karten immer aktuell zu halten, birgt somit einen gro-
ßen Aufwand. Neben diesen dauerhaften Änderungen wird ein automatisiertes
Fahrzeug zudem mit temporären Veränderungen durch bspw. Baustellen oder
Verkehrsunfälle konfrontiert. Zusätzlich verursacht die Lokalisierung in einer
hochgenauen Karte bereits Ungenauigkeiten, die zu den Ungenauigkeiten der
Karte hinzukommen.

Mit Zunahme der Rechenkapazitäten, die in einem automatisierten Fahrzeug
zur Verfügung stehen, und der erhöhten Reichweite und Präzision moderner
Sensoren werden Karten daher immer mehr auch durch Wahrnehmungsmodule
ergänzt oder sogar ersetzt. Dies stellt neue Anforderungen an die Wahrneh-
mung: Um die Kartenschnittstelle eines automatisierten Systems durch De-
tektionen aus Sensordaten zu ersetzen, muss ein Wahrnehmungsmodul die
Kartenmerkmale detektieren können.

Nach Poggenhans [Pog19] ergeben sich aus der Anwendung des automatisier-
ten Fahrens sieben Anforderungen an die Generierung hochgenauer Karten.
Davon sind für eine Schätzung im Fahrzeug vor allem die befahrbare Fläche
jenseits der Fahrstreifen, die genaue Geometrie der Fahrstreifen, Informatio-
nen über die Fahrstreifen und mögliche Fahrstreifenwechsel, die Verkehrsre-
geln für alle Verkehrsteilnehmer und die Verknüpfung der Verkehrsregeln mit
den Fahrstreifen relevant. Die befahrbare Fläche kann wie von der Autorin in
[MSOS18] vorgeschlagen mit aktuellen Forschungsansätzen wie bspw. einer
semantischen Segmentierung geschätzt werden. Diese kann jedoch nicht auf
die Fahrstreifen angewendet werden, da die Komplexität von Kreuzungen nicht
abgebildet werden kann.

Alle übrigen Anforderungen können erst mit einer genauen Schätzung der
Geometrie der Fahrstreifen gelöst werden, da die Verkehrsregeln bspw. nur in
Abhängigkeit zu einem Fahrstreifen existieren können. Somit ist eine Fahr-

2



1.1 Motivation
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Abbildung 1.2: Aufbau einer HD-Karte mit Fahrstreifen, die durch je zwei Linienzüge als rechter
und linker Rand begrenzt werden. Die Linienzüge verlaufen an der Position der
Fahrspurmarkierungen (hellblau). Zusätzlich sind Verkehrsregeln und deren Be-
züge zu Fahrstreifen visualisiert. Die befahrbare Fläche außerhalb der Fahrstreifen
ist in Orange umrandet dargestellt. Bildquelle: [PPJ+18]

streifenschätzung die essenzielle Grundvoraussetzung, um hochgenaue Karten
zu ersetzen. Da eine korrekte Fahrstreifengeometrie bisher nicht in Echtzeit im
urbanen Raum detektiert werden kann, präsentiert diese Arbeit einen Ansatz
zur Fahrstreifenschätzung, der auch im urbanen Raum einsetzbar ist.

Fahrstreifen werden in der aktuellen Forschung innerhalb einer Karte, wie
bspw. Lanelet2 [PPJ+18], über zwei Linienzüge begrenzt (siehe Abbildung 1.2).
Die Herausforderung für eine Fahrstreifenschätzung im Fahrzeug stellen hier-
bei, insbesondere im urbanen Bereich, Kreuzungen dar. Hier verlaufen Fahr-
streifen per Definition übereinander oder werden zusammengeführt. Genauso
kann ein Fahrstreifen sich in zwei separate Fahrstreifen aufspalten. Zudem sind
für fahrzeugfeste Sensorik Teile der Kreuzungen verdeckt und müssen dennoch
geschätzt werden.
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1 Einleitung

1.2 Beiträge der Arbeit

Diese Arbeit stellt ein Verfahren zur Fahrstreifenschätzung vor, das die Ge-
neralisierfähigkeit von neuronalen Netzen mit einer geeigneten Linienreprä-
sentation für den urbanen Raum kombiniert. Es können nicht nur Linienzüge
wie Fahrstreifenränder, sondern sogar jegliche linienförmigen Elemente in
Echtzeit detektiert und klassifiziert werden. Dadurch lassen sich zum Beispiel
gleichzeitig Fahrstreifenränder und Mittellinien detektieren ohne einen zwei-
ten Algorithmus entwerfen zu müssen. Dies bildet die Grundlage, um selbst
komplexe Kreuzungsmodelle in Echtzeit wahrnehmen zu können.

Die vorliegende Arbeit liefert dabei die zuvor nicht gelösten Beiträge im Rah-
men einer echtzeitfähigen Deep-Learning-Architektur, genannt YOLinO:

1. eine echtzeitfähige Linienschätzung, die Sensordaten ohne Zwischenre-
präsentation verarbeitet

2. eine für komplexe Topologien, wie Kreuzungen, geeignete Linienreprä-
sentation

3. gleichzeitige Abstraktion von Mittellinien, Fahrbahnmarkierungen und
Fahrstreifenrändern

4. eine auf Linienzüge spezialisierte Non-Maximum-Suppression und
Nachverarbeitung

1.3 Aufbau der Arbeit

Zunächst legt Kapitel 2 die Grundlagen für diese Arbeit, die insbesondere auf
das Thema der neuronalen Netze eingehen. Mit Kapitel 3 werden die Grundla-
gen um den Stand der Forschung erweitert. Kapitel 4 umfasst die Konzeption
und Implementierung des Ansatzes, der in Kapitel 6 evaluiert wird. Für eine
anwendungsspezifische Sicht auf mögliche Nachverarbeitungen diskutiert Ka-
pitel 5 verschiedene Ansätze aus dem Bereich der Non-Maximum-Suppression
und Verbindungsschätzung. Die Erkenntnisse aus den vorherigen Kapiteln wer-
den in Kapitel 7 zusammengefasst und mit einem Ausblick abgeschlossen.
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2 Grundlagen

In diesem Kapitel werden zunächst die verwendeten Metriken und Maße in
Abschnitt 2.1 eingeführt. Im Anschluss stellt Abschnitt 2.2 die Grundbegriffe
der Graphentheorie auf, gefolgt von einem Einblick in das maschinelle Lernen
inklusive des Clusteringalgorithmus :-Means in Abschnitt 2.3. Zum Abschluss
des Kapitels beschreibt Abschnitt 2.4 verschiedene Varianten der neuronalen
Netze und klärt Begrifflichkeiten. Die in diesem Kapitel eingeführten Grund-
lagen entsprechen dem Referenzwerk von Goodfellow u.a. [GBC16] soweit
nicht anders angegeben.

2.1 Eigenschaften und Maße im euklidischen

Raum

2.1.1 Fehlermaße

Die L2-Norm gehört zur Klasse der L?-Normen, die einem Vektor einen
nicht-negativen Skalar zuweisen. Im Falle ? = 2 beschreibt diese Norm intuitiv
die euklidische Distanz des Vektors x zum Ursprung mit

‖x‖2 =

√∑
8

G2
8

(2.1)

Die durchschnittliche, absolute Abweichung (MAE) befindet sich im glei-
chen Raum wie die Eingangsvektoren und ist definiert als

"�� (x, y) =
1

=

=∑
8=1

|H8 − G8 |. (2.2)
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2 Grundlagen

Die durchschnittliche, quadratische Abweichung (MSE) wird häufig als
Kostenfunktion für neuronale Netze eingesetzt. Sie ist definiert als

"(� (x, y) =
1

=

=∑
8=1

(H8 − G8)
2. (2.3)

Die Wurzel der durchschnittlichen, quadratischen Abweichungen (RMSE)

bewertet Ausreißer in einem Datensatz stärker als bspw. der MAE. Beide Maße
existieren im gleichen Raum wie die Eingangsvektoren. Sie ist definiert als

'"(� (x, y) =

√√
1

=

=∑
8=1

(H8 − G8)2. (2.4)

2.1.2 Klassifikationsmaße

Der Recall / die Trefferquote beschreibt die Wahrscheinlichkeit, mit der ein
positives Objekt korrekt positiv klassifiziert wird. Für eine Schätzung berechnet
sich der Recall aus den wahr-positiven Objekten (TP) und den falsch-negativen
Objekten (FN) mit

'4 =
)%

)% + �#
(2.5)

Die Precision / die Genauigkeit beschreibt die Wahrscheinlichkeit, mit der
ein positiv klassifiziertes Objekt tatsächlich positiv ist. Für eine Schätzung
berechnet sich die Precision aus den wahr-positiven Objekten (TP) und den
falsch-positiven Objekten (FP) als

%A =
)%

)% + �%
(2.6)

Das F1-Maß setzt den Recall und die Precision ins Verhältnis, indem das
harmonische Mittel der beiden berechnet wird:

�1 =
2 · '4 · %A

'4 + %A
(2.7)
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2.2 Graphentheorie

Die Accuracy betrachtet zusätzlich die Wahr-Negativ-Schätzung (TNs) und
gibt ein Maß über die Qualität der Gesamtschätzung mit

�22 =
)% + )#

)% + )# + �% + �#
. (2.8)

2.2 Graphentheorie

Die folgenden Grundlagen der Graphentheorie wurden aus dem Basiswerk
Graphentheorie von P. Tittmann [Tit22] entnommen.

Ein GraphG ist definiert als Menge von KnotenV verbunden über Kanten E ⊆
V×V. Ein gerichteter Graph weist dabei jeder Kante zusätzlich eine Richtung
zu und kann somit zwischen zwei Knoten bis zu zwei Kanten beinhalten
(jeweils in entgegengesetzter Richtung). Ein ungerichteter Graph hat diese
Eigenschaft nicht und somit nur eine Kante zwischen zwei Knoten. Im Verlauf
dieser Arbeit wird zudem von azyklischen Graphen gesprochen. Diese weisen
keine Ringschlüsse in den Kanten auf. Die Anzahl der Kanten, die von einem
Knoten abgehen, wird als Grad des Knotens bezeichnet, das Maximum über
alle Knoten als Maximalgrad.

Ein für diese Arbeit relevanter spezieller Graph ist ein gerichteter Baum. Dieser
erfüllt die Bedingung eines gerichteten, azyklischen Graphen und ist zusätzlich
zusammenhängend. Der Knoten ohne Vorgänger wird dabei als Wurzelknoten
und die Knoten ohne Nachfolger als Blätter bezeichnet. Alle übrigen, inneren
Knoten, besitzen genau eine eingehende Kante, sodass die Gesamtanzahl der
Kanten |E | = |V| − 1 entspricht.

2.3 Maschinelles Lernen

Mit maschinellem Lernen werden verschiedene Aufgaben wie Klassifikation
oder Regression gelöst. Dabei wird zu Eingabedaten eine Ausgabe generiert
und die Parameter des Verfahrens mit einem Datensatz gelernt. Dieser besteht
aus einem Trainings-, Validierungs- und Testdatensatz. Mit dem Trainings-
datensatz werden die Modelle trainiert und anschließend Hyperparameter auf
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2 Grundlagen

dem Validierungsdatensatz ermittelt. Zur Evaluation kann auf einem Testda-
tensatz berechnet werden, wie gut die Modelle auf neue Daten generalisieren.

Wenn die Modellstruktur mehr Parameter bietet als die Daten benötigen und
somit das Modell überangepasst werden kann, spricht man von Overfitting.
Hierbei kann ein Modell nicht mehr auf neue Daten generalisieren und lernt
die Trainingsdaten auswendig. Das Gegenstück dazu ist das sogenannte Und-
erfitting, bei dem ein Modell das Problem mit zu wenig Parametern abbildet.

Während des Trainings eines Algorithmus wird das Modell mit dem Validie-
rungsdatensatz überprüft. Sobald sich die Ergebnisse dort nicht mehr verbes-
sern, wird die Optimierung abgebrochen (engl. early stopping). Ab diesem
Zeitpunkt liegt häufig bei dem Modell ein Overfitting vor.

Um direkt im Training stärker zu generalisieren, wird ein Trainingsschritt nicht
individuell für ein Trainingsbeispiel, sondern für mehrere gleichzeitig – einen
sogenannten Batch – durchgeführt. Dabei lassen sich die Optimierungsschritte
über mehrere Beispiele gleichzeitig berechnen und generalisieren daher besser.
Kandel und Castelli [KC20] empfehlen eine Batchgröße von 32 oder 64.

Überwachtes Lernen ist die am häufigsten eingesetzte Trainingsstrategie. Hier-
zu muss ein Datensatz zu jeder Eingabe die korrekte Ausgabe (Ground Truth
(GT)) beinhalten, sodass aus dem Distanzmaß zwischen der GT und der Prädik-
tion eine Kostenfunktion formuliert werden kann. Für diesen Zusammenhang
kann ein Gradient berechnet und somit eine Optimierung durchgeführt werden.

Im Gegensatz zu überwachtem Lernen benötigt unüberwachtes Lernen keine
vorgegebene GT. Stattdessen werden inhärent in den Daten vorhandene Infor-
mationen genutzt, um einen Algorithmus zu optimieren. Zu diesen Verfahren
gehören Gruppierungsalgorthmen – auch Clustering oder Cluster-Verfahren –
wie :-Means. Ein Cluster-Verfahren versucht eine gegebene Datenmenge in
Gruppen zu unterteilen und so Cluster zu bilden.

2.3.1 :-Means

Der :-Means-Algorithmus wird auf Datenmengen in euklidischen Räumen
angewendet und liefert für eine gegebene Datenmenge der Größe # genau
: Cluster. Das Optimierungsziel dieses Algorithmus ist die Minimierung der

8



2.4 Neuronale Netze

quadratischen Summe (SSE) der Distanzen aller Datenpunkte # zum Mittel-
punkt ihres zugewiesenen Clusters 2 mit Mittelpunkt `2 , formalisiert als

� =

#∑
==1

�∑
2=1

A=2 |x= − `2 |
2. (2.9)

A=2 beschreibt die Indikatorfunktion, die 1 annimmt, wenn Datenpunkt = Teil
des Clusters 2 ist. Zur Optimierung dieser Kostenformulierung werden initial
die Datenpunkte zufällig gewählten Clustern zugewiesen und anschließend
iterativ die Mittelpunkte `2 der aus dieser Zuweisung resultierenden Cluster
berechnet. Wenn sich die Zuordnung für keinen Datenpunkt mehr durch eine
Iteration ändert, so ist das Optimierungsziel erreicht. [Bis06]

2.4 Neuronale Netze

Der folgende Abschnitt beschreibt die für diese Arbeit wichtigen Grundlagen
der neuronalen Netze. Neuronale Netze (NN) beschreiben eine Untergruppe
von Algorithmen aus dem maschinellen Lernen, die durch Kombination einzel-
ner Schichten beliebige Funktionen abbilden können. Es wird dabei von einer
Eingangsschicht, verdeckten Schichten und der Ausgangsschicht gesprochen
(siehe Abbildung 2.1).

G0
1

G0
2

Eingang

G1
0

G1
1

G1
2

G1
3

verdeckte
Schicht

G2
0

G2
1

G2
2

G2
3

verdeckte
Schicht

G3
1

G3
2

Ausgang

Abbildung 2.1: Ein vollständig verknüpftes neuronales Netz mit Neuronen in der Eingangsschicht,
verdeckten Schichten und der Ausgangsschicht. Die zweite und dritte Schicht
nehmen zusätzlich zu den Eingängen je einen Schwellwert auf.
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2 Grundlagen

Jede Schicht besteht aus mehreren Neuronen und nimmt Daten der Neuro-
nen der vorhergehenden Schicht entgegen. Je Neuron werden diese Eingänge
gewichtet aufsummiert und eine Aktivierungsfunktion darauf angewendet. Ab-
hängig vom Modell wird zusätzlich je Schicht ein ungewichteter Schwellwert
addiert. Befinden sich keine Zyklen innerhalb des Netzes, so handelt es sich
um ein vorwärtsgerichtetes neuronales Netz (ffNN).

Die hier beschriebene und in Abbildung 2.1 gezeigte Variante ist zudem ein
vollständig verknüpftes Netz: Jedes Neuron der nachfolgenden Schicht ist mit
allen Neuronen der Vorgängerschicht verknüpft. Wenn zudem jedes Neuron
über einen Schwellwert verfügt, so spricht man auch von einem Multi-Layer
Perzeptron (MLP).

2.4.1 Faltende neuronale Netze

Für diese Arbeit von größerer Bedeutung als vollständig verknüpfte Netze sind
faltende neuronale Netze (CNNs). Sie werden in der Verarbeitung von räumlich
strukturierten Informationen wie bspw. 2D-Bilddaten eingesetzt. Die Ausgabe
jeder Schicht ist kein Vektor, sondern ein mehrdimensionaler Tensor, der auch
Merkmalskarte (engl. Feature Map) genannt wird. Anstatt in jeder Schicht
eine gewichtete Summe über alle Vorgängerneuronen vorzunehmen, wird ein
Kernel mit einem Ausschnitt der Vorgängerschicht gefaltet. Die Struktur einer
2D-Merkmalskarte mit einem 3 × 3 Kernel zeigt Abbildung 2.2.

Abbildung 2.2: 2D-Faltung mit einem 3 × 3 Kernel. Bildquelle: [PWZ+22]

Die Kernel jeder Schicht werden im Training gelernt und fungieren wie die
Gewichte der vollständig verknüpften Netze. Da derselbe Kernel nach und
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2.4 Neuronale Netze

nach auf das gesamte Bild angewendet wird, können faltende Schichten Merk-
male unabhängig von ihrer Position in den Eingangsdaten (bspw. Bilddaten)
erkennen und sind gut parallelisierbar.

Im 2D-Fall berechnet sich für die Position (A, 2) in einer Merkmalskarte - 9

die Faltung des Kernels, der Größe = × <mit der Eingangsmatrix - 9−1 als

- 9 = f(

=∑
:=1

<∑
;=1

,
9

:;
-
9−1
:;
). (2.10)

Auch für CNNs wird die Aktivierungsfunktion f auf die gewichtete Summe
angewendet. Für verdeckte Schichten in CNNs ist die Rectified Linear Unit
(ReLU) die Standardwahl. Sie bildet die Eingabe I mit

f(I) =

{
I, wenn I > 0

0, sonst
(2.11)

ab.

Die Leaky Rectified Linear Unit (LeakyReLU) ist eine abgeschwächte Form
der ReLU, bei der der negative Teil der Funktion mit 0 < 0 ≪ 1 skaliert wird,
sodass

f(I) =

{
I, wenn I > 0

0I, sonst.
(2.12)

Dadurch können verschwindende Gradienten (engl. vanishing gradients) in der
Optimierung vermieden werden. Sie findet Anwendung in den in dieser Arbeit
eingesetzten Architekturen der YOLO-Familie [RDGF16].

Durch die Beschränkung der faltenden Schichten auf nur einen Teil der Vor-
gängerschicht reduziert sich der Einfluss der Eingangsdaten auf die Ausgangs-
daten. Der Bereich der Eingangsdaten, der für ein Neuron im Netz sichtbar ist,
nennt sich rezeptives Feld. Abbildung 2.2 visualisiert diese Beschränkung in
Grün.

Um das rezeptive Feld zu vergrößern, können die Faltungskernel durch eine
Aufweitung (engl. dilation) auf eine größere Fläche der Vorgängerschicht an-
gewendet werden. Dabei wird bspw. nur jedes zweite Vorgängerpixel in die
Faltung aufgenommen.
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2 Grundlagen

2.4.2 Encoder-Decoder-Architektur

In der Forschung hat sich mit Verwendung von CNNs das Prinzip einer
Encoder-Decoder-Struktur etabliert. Hier werden die Eingangsdaten mit einem
sogenannten Encoder (auch Backbone) auf einen kleineren Tensor – das Em-
bedding – komprimiert und anschließend mit einem Decoder (auch Frontend)
wieder hochskaliert. Dies hat den Effekt, dass das Netz lernt, im Embedding
wichtige Strukturen zu extrahieren, aus denen die Prädiktion hinreichend gut
geschätzt werden kann. Die U-Form dieser Anwendung ist in Abbildung 2.3
visualisiert: mit dem Encoder im linken Teil, dem Embedding an der unteren
Spitze und dem Decoder im rechten Teil.

Abbildung 2.3: Encoder-Decoder Struktur mit Sprungverbindungen für eine semantische Seg-
mentierung. Der Encoder komprimiert Eingangsdaten im linken Teil zu einem
Embedding (untere Spitze). Der Decoder dekomprimiert die Daten im rechten
Teil hin zu einer Prädiktion. Bildquelle: [RFB15]

Die Komprimierung der Eingangsdaten erfolgt in einem CNN durch sogenann-
te Pooling-Schichten. Diese fassen die vorherige Schicht blockweise mit einer
Aggregationsfunktion zusammen. Typische Aggregationen sind das Maximum
oder der Durchschnitt der Eingangsdaten (siehe Abbildung 2.4).
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2.4 Neuronale Netze

Abbildung 2.4: Prinzip einer Pooling-Schicht: Je 2× 2 Block wird das Maximum bzw. der Mittel-
wert gebildet. Bildquelle: [PWZ+22]

Da bei der Komprimierung der Daten die Positionsinformation leicht verloren
gehen kann und Gradienten bei zu langen Wegen durch eine Architektur immer
kleiner werden, wurden Sprungverbindungen (engl. skip connection, [LSD15])
etabliert. Die Informationen der Merkmalskarten aus dem Encoder werden
direkt an den Decoder weitergeleitet und dort mit den dekomprimierten Daten
fusioniert.

Die Decoder-Schichten invertieren die Komprimierung der Encoder-Schichten
mit transponierten, faltenden Schichten. In [LDG+17] werden zusätzlich Merk-
malspyramiden angewendet. Diese werten verschiedene dekodierende Schich-
ten der Netzarchitektur aus und schätzen unterschiedlich aufgelöste Prädik-
tionen, die anschließend zu einer Prädiktion fusioniert werden (siehe Abbil-
dung 2.5).

Abbildung 2.5: Prinzip einer Merkmalspyramide. Aus mehreren Schichten werden Prädiktionen
extrahiert, die unterschiedlich aufgelöst sind. Bildquelle: [LDG+17]
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2.4.3 Ausgabeschicht und Anwendungen

Dieser Abschnitt soll veranschaulichen, wie die bisher genannten Strukturen
eingesetzt werden. Ein vollständig verknüpftes Netz definiert eine eindimen-
sionale Ausgabestruktur. Passend zur Anwendung werden diese Neuronen auf
bestimmte Ausgaben trainiert, um bspw. Regression oder Klassifikation durch-
zuführen. Bspw. können die Merkmale eines Datenpunktes klassifiziert wer-
den. Dabei wird die Klassifikation als Wahrscheinlichkeitsverteilung über alle
möglichen Klassen  formuliert, sodass der Ausgabevektor die Länge | | hat.

Abbildung 2.6 zeigt unterschiedliche Anwendungen und dazugehörige faltende
Architekturen. Mit einer Mischung aus vollständig verknüpften und faltenden
Schichten können Eingangsdaten als mehrdimensionale Struktur (z.B. Bilder)
verarbeitet und gleichzeitig eine eindimensionale Ausgabestruktur geschätzt
werden (siehe Abbildung 2.6 oben). Hier lässt sich bspw. eine Bildklassifikation
mit einem Ausgabevektor der Länge | | durchführen.

Ein FCN definiert hingegen eine mehrdimensionale Ausgabestruktur, da nur
faltende Schichten verwendet werden. Hier kann bspw. eine semantische Seg-
mentierung wie in Abbildung 2.6 unten vorgenommen werden. Dabei wird
bspw. ein Eingangsbild der Größe F × ℎmit drei Farbkanälen verarbeitet und
pixelweise klassifiziert, sodass die Ausgabestruktur des Netzes einem Tensor
der GrößeF×ℎ×| | entspricht. Es wird also für jedes Pixel des Eingangsbildes
ebenfalls eine Wahrscheinlichkeitsverteilung der Länge | | geschätzt.

Alternativ kann an Stelle einer semantischen Segmentierung bspw. eine pixel-
weise Regression durchgeführt werden. Dazu wird statt der Wahrscheinlich-
keitsverteilung ein Vektor der Länge E je Pixel geschätzt, sodass der Ausgabe-
tensor die Form F × ℎ × E hat.

Die Dimension der Ausgabe wird durch das Training festgelegt und kann
nicht variieren. Dies ist für variable Prädiktionen eine Herausforderung, da
zusätzliche Variablen geschätzt werden müssen, die die Größe der Schätzung
bestimmen.
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Abbildung 2.6: Anwendung verschiedener vorwärtsgerichteter Netzarchitekturen. oben: faltendes
neuronales Netz als Kombination aus faltenden Schichten (engl. Convolutional
Layer) und vollständig verknüpften Schichten (engl. Fully Connected Layer). Eine
1D-Ausgabestruktur wird als Bildklassifikation mit sechs Klassen trainiert. unten:
Ein vollständig faltendes neuronales Netz (FCN) wird als semantische Segmen-
tierung eines Bildes mit einer binären Klassifikation (engl. Heat Map) trainiert.
Bildquelle: [PWZ+22]

2.4.4 Aktivierungsfunktionen der Ausgabeschicht

Um die Ausgabe eines neuronalen Netzes ggf. in die richtigen Wertebereiche
zu legen, werden Informationen der letzten Schicht mit anderen Aktivierungs-
funktion als in den verdeckten Schichten transformiert. Für Probleme, deren
Wertebereich nicht beschränkt ist, wird die lineare Aktivierungsfunktion ein-
gesetzt. Sie wendet keine Transformation auf die Eingangswerte an, sodass

f; (I) = I. (2.13)

Für binäre bzw. multivariate Klassifikation eignen sich die Sigmoid- (siehe
Abbildung 2.7a) bzw. die Softmax-Funktion. Häufig werden auch diskrete
Schätzprobleme als solche umgesetzt.
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Abbildung 2.7: Aktivierungsfunktionen für Prädiktionen im Intervall. In a) wird die Sigmoid-
Funktion für Ausagebn im Intervall [0, 1] dargestellt. In b) wird der Tangens
Hyperbolikus visualisiert, der Eingangswerte in das Intervall [−1, 1] transfor-
miert.

Die Sigmoid-Funktion wird für Bernoulli-Verteilungen, also binäre Klassifi-
kationen, verwendet. Sie bildet die Eingabewerte auf das Intervall [0, 1] ab,
mit

fB6 (I) =
1

1 + 4−I
. (2.14)

Die Softmax-Funktion wird für Multi-Bernoulli-Verteilungen verwendet, bei
der eine Klassifikation mit | | möglichen Klassen als Wahrscheinlichkeitsver-
teilung geschätzt wird. Das Netz berechnet dann | | Ausgabewerte mit jeweils
der Wahrscheinlichkeit %(I8 |�) abhängig von den Eingangsdaten �. Für Klasse
8 berechnet sich die Softmax-Funktion als

fB 5 (I8) =
4I8∑ | |
9
4I 9

. (2.15)

Äquivalent dazu werden die GT-Elemente als One-Hot-Encoding formuliert,
bei dem die Klasse : als Vektor I der Länge | | beschrieben wird, für dessen
Einträge I8 gilt

I8 =

{
1, wenn 8 = :

0, sonst.
(2.16)

Die Ausgabeschicht für ein Modell zur Lösung eines Regressionsproblems,
bei dem der Lösungsbereich auf ein Intervall begrenzt ist, kann ebenfalls
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eine Sigmoid-Funktion (siehe Abbildung 2.7a) oder ein Tangens Hyperbolikus
(siehe Abbildung 2.7b) mit

fC (I) = tanh I =
sinh I

cosh I
=
4I − 4−I

4I + 4−I
(2.17)

für periodische Variablen eingesetzt werden. Typischerweise ist jedoch bei
einer Regression die lineare Aktivierungsfunktion effektiver.

2.4.5 Rekurrente neuronale Netze

Um variable Ausgabe- und Eingabestrukturen verwenden zu können, wurden
rekurrente Netze (RNNs) [RHW86] vorgeschlagen. Ein rekurrentes Netz ist
allgemein formuliert eine iterativ angewendete Netzarchitektur, die – teilwei-
se unter Verwendung eines Zustands – Sequenzen aus Eingabedaten einliest
und/oder Sequenzen an Ausgaben produziert. Die feste Ausgabestruktur muss
hier nur je Iteration beibehalten werden. Dies ist in Abbildung 2.8 visuali-
siert. Die grün visualisierten Blöcke entsprechen der iterativen Anwendung
des gleichen neuronalen Netzes.

Abbildung 2.8: Varianten rekurrenter Netze. Es lassen sich sowohl sequenzielle Eingangsdaten ver-
wenden (rot) als auch sequenzielle Ausgabedaten produzieren (blau). Dies wird
durch iterative Ausführung einer Netzarchitektur (grün) erreicht, die zwischen
den Iterationen einen Zustand speichert. Die Variante ’one-to-one’ entspricht
einem ffNN. Bildquelle: http://karpathy.github.io/2015/05/21/rnn-
effectiveness/

RNNs sind für viele Anwendungen sehr erfolgreich, jedoch für die Perzepti-
on von echtzeitfähigen Anwendungen nicht gut geeignet. Zum einen weisen
sie keine feste Komplexität auf, da die Laufzeit von der Länge der Sequenz
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2 Grundlagen

abhängt und sie nicht parallelisiert werden können. Zum anderen werden die
Gradienten durch die ggf. zahlreichen Iterationen des Netzes beim Training
sehr klein, sodass kein Gradientenabstieg möglich ist. Dies wird als Problem
der verschwindenden Gradienten (engl. vanishing gradients) bezeichnet.

2.4.6 Transformer

In der aktuellen Forschung werden rekurrente Netze von sogenannten Transfor-
mern [VSP+17,DBK+21] abgelöst. Diese kombinieren die Parallelisierbarkeit
der CNNs mit der sequenziellen Verarbeitung der RNNs. Hier wird die Se-
quenz nicht schrittweise verarbeitet und kein Zustand über die Schritte hinweg
gespeichert. Stattdessen wird für jede Schätzung die gesamte Eingabe bereit-
gestellt. Ein Attention-Modul [VSP+17] berechnet zunächst ein Embedding
fester Länge für die gesamte Eingabesequenz. Die Gewichtung der einzelnen
Teile wird dabei durch die Attention bestimmt, die jeden Teil in ihrer Rele-
vanz bewertet. Ein ffNN berechnet anschließend daraus ein Embedding für die
Sequenz.

Zur Schätzung einer Ausgabe werden Abfragen (engl. Queries) auf Basis der
bisher prädizierten Ausgabesequenz verwendet, um aus der kodierten Einga-
besequenz Informationen auszuwählen und auszuwerten. Dabei ist die Gene-
rierung der Ausgabe auto-regressiv: Alle bereits ausgegebenen Prädiktionen
dienen als Eingabe für die nächste Prädiktion. So entsteht eine zusammenhän-
gende Sequenz. 2022 wurde diese Idee als Vision Transformer [DBK+21] auf
Bilder angewendet.

Durch diese Architektur sind Transformer im Gegensatz zu RNNs robust ge-
genüber verschwindenden Gradienten, da nur kurze Pfade zwischen der Aus-
gabe und der Eingabe liegen. Zudem muss der Encoder für die Eingabesequenz
nur einmal inferiert werden und weist damit eine feste Komplexität auf. Der
Decoder hingegen folgt weiterhin einem iterativen Verfahren.

2.4.7 Graphenbasierte neuronale Netze

Graphenbasierte neuronale Netze (GNN) verarbeiten Eingangsdaten, die als
Graph repräsentiert sind (siehe Abschnitt 2.2). Nachrichtenverschickende neu-
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ronale Netze (MPNN) [GSR+17] sind eine Spezialform der graphenbasierten
neuronalen Netze (GNNs). Sie fassen Ansätze zusammen, die sogenannte
Nachrichten zwischen den Knoten (und Kanten) des Graphen austauschen und
diese Repräsentation anschließend zur Prädiktion nutzen. Dazu werden je nach
Ansatz bspw. ein MLPs auf die Merkmalsvektoren zweier Knoten und ihrer
Kante oder aller Kanten eines Knotens angewendet. Die variable Anzahl der
Kanten eines Knotens wird mit einer Aggregationsfunktion (Maximum oder
Mittelwert) auf einen festen Merkmalsvektor zusammengefasst.

Diese Schritte werden mehrfach wiederholt, sodass Informationen immer wei-
ter durch den Graphen gereicht werden können. Die so entstandene Repräsenta-
tion des Graphen kann dann verwendet werden, um bspw. eine Klassifikation
auf den Merkmalsvektoren jedes Knotens oder einer Kante durchzuführen.
Dazu wird wiederum eine beliebige Netzarchitektur verwendet wie bspw. ein
MLP.

2.4.8 Optimierer

Wenn die Architektur eines neuronalen Netzes bestimmt ist, muss für das Trai-
ning eine Zielfunktion (auch Kostenfunktion genannt) formuliert werden. Für
überwachte Lernverfahren ist dies typischerweise ein Distanzmaß zwischen der
Schätzung und der GT. Die Kostenfunktion hat per Definition die optimale Lö-
sung als globales Minimum. Durch die Nichtlinearität der neuronalen Netze ist
diese Optimierung jedoch nicht geschlossen lösbar und muss iterativ erfolgen.
Dazu wird der Gradient berechnet und schrittweise die Gewichte des Netzes
optimiert – dies wird als Gradientenabstieg bezeichnet. Die Schrittweite wird
dabei als Lernrate bezeichnet.

Mit einer differenzierbaren Kostenfunktion kann für jedes Gewicht des Net-
zes zu jedem Trainingsbeispiel ein Gradient berechnet werden, der durch
die Schichten der Netzarchitektur propagiert wird und so die Gewichte je-
der Schicht aktualisiert. Dieses Verfahren nennt sich Backpropagation.

Um den Gradientenabstieg durchzuführen, gibt es verschiedene Optimierer
zur Auswahl. Sie unterscheiden sich durch ihre Parametrisierung und Fähig-
keit bspw. lokale Minima zu umgehen. Ein Vergleich verschiedener Ansätze
findet sich in [GBC16, S. 302]. Der Adam-Optimierer [KB15] liefert für Deep
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Learning Anwendungen die besten Trainingsergebnisse und ist gleichzeitig
robust gegenüber der Wahl der Hyperparameter.

2.4.9 Kostenfunktionen

Aktivierungsfunktionen mit Exponentialanteil (Sigmoid, Softmax) können mit
einer logarithmischen Kostenfunktion kombiniert werden. Beide Aktivierungs-
funktionen skalieren die Werte auf das Intervall [0, 1], sodass die Netzausgaben
als Wahrscheinlichkeiten interpretiert und für Klassifikationsaufgaben einge-
setzt werden können. Die hier üblicherweise verwendete Kostenfunktion ist
die Kreuzentropie. Sie berechnet für jede Klasse : und die geschätzte Pseudo-
Wahrscheinlichkeit %(: |�) die Kreuzentropie über alle Klassen in  und das
Eingangsbild � als

�� (:) = −

 ∑
8

✶
:
8 log %(: |�) (2.18)

wobei ✶:
8

die Indikatorfunktion beschreibt, die 1 annimmt, wenn 8 = : . Für
Regressionsprobleme wird der quadratische Fehler (siehe Unterabschnitt 2.1.1)
eingesetzt.
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Im Bereich des automatisierten Fahrens existieren bereits Ansätze, die linien-
förmige Merkmale – insbesondere Kartenmerkmale – mit gelernten Methoden
detektieren können. Zu den relevantesten zählen Arbeiten aus der Fahrstreifen-
erkennung, die sich in dichte Schätzverfahren in Abschnitt 3.1 und dünnbesetz-
te, parametrische Schätzverfahren in Abschnitt 3.2 aufteilen. Eine gesonderte
Betrachtung der Kreuzungsanwendungen bietet Abschnitt 3.3.

Unabhängig von der Algorithmik werden die Informationen aus Sensorda-
ten gewonnen. Hierfür werden Bilder aus einer Frontkamera [OBB16,BMP17,
PSL+18,SAN18,CZT19,GNB+19,HMLL19,Phi19,GCP+19,QWL20,TBP+21,
LCZT21] eingesetzt. Rundum-Bilddaten fusioniert aus mehreren Kamera-
bildern [LWWZ22a, LWWZ22b], Bildsequenzen über mehrere Zeitschrit-
te [BMH+18,LHM+19,ZVB21,OWP+22] und Luftbildaufnahmen [AFKR19]
kommen ebenfalls zum Einsatz. Da Kartenmaterialien in einer Draufsicht
repräsentiert werden, setzen [BMH+18,LHM+19,ZVB21,OWP+22] eine Pro-
jektion der Bilddaten in eine Draufsicht ein.

In einigen Arbeiten werden zudem Lidardaten verwendet. Diese werden in einer
Draufsichtzellstruktur mit Intensität [HML+19, LHM+19, ZVB21, OWP+22]
und Höhe [LHM+19,ZVB21,OWP+22] je Zelle beschrieben. Sowohl das HD-
MapNet [LWWZ22a] als auch VectorMapNet [LWWZ22b] verarbeiten die
Punktwolken des Lidars direkt mit einer geeigneten Architektur und transfor-
mieren die Daten mit einer Netzarchitektur ebenfalls in eine Draufsicht. Fu-
sionierte Daten kommen daher bei [LHM+19, ZVB21, OWP+22, LWWZ22a,
LWWZ22b] zum Einsatz.

Alle Ideen zum Einsatz fusionierter oder projizierter Daten lassen sich auf
beliebige Algorithmik übertragen, da insbesondere neuronale Netze durch die
Encoder-Decoder-Struktur modular handhabbar sind. Somit kann der Encoder
bei jedem Ansatz um die nötige Fusion und Transformation erweitert werden,
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3 Stand der Forschung

sodass der Encoder eine geringe Relevanz bzgl. der Betrachtung geeigneter
Repräsentationskonzepte aufweist.

3.1 Dichte Fahrstreifenschätzung

In diesem Abschnitt werden Ansätze zusammengefasst, deren Schätzung eine
dichte Fläche beschreibt, aber über Punkte repräsentiert wird. Dies bedeutet,
dass die Schätzung (typischerweise ein neuronales Netz) einen Linienzug oder
eine Fläche als einzelne Punktschätzungen (z.B. Menge aus Pixeln) abtastet.
Die Ausdehnung und der Zusammenhang dieser Punkte wird nicht explizit
geschätzt, was zu Problemen führen kann, die später in dieser Arbeit genauer
betrachtet werden.

3.1.1 Fahrstreifenfläche

Viele Ansätze schätzen die zu befahrende Fläche des eigenen Fahrstrei-
fens [OBB16] oder die gesamte Straßenfläche [OBB16, CZT19, FWCL20].
Eine im Rahmen dieser Doktorarbeit entstandene Publikation [MSOS18]
schätzt zusätzlich zum eigenen Fahrstreifen weitere Klassen wie die Nach-
barfahrstreifen in gleiche Richtung sowie die der Gegenrichtung.

Alternativ gibt es Ansätze, die nicht die physischen Grenzen des Fahrstreifens
klassifizieren, sondern einen möglichen Fahrkorridorbereich [BMP17]. Diese
Korridore werden in einem schwach überwachten Lernverfahren aus den zu-
künftigen Positionen des Fahrzeugs gewonnen und repräsentieren dabei den
lateralen Bereich zwischen den Rädern des Fahrzeugs. Diese Korridore sind
dadurch schmaler als der tatsächliche Fahrstreifen. Für Verhaltensentscheidun-
gen und Planungsalgorithmen ist diese Art der Darstellung nicht ausreichend,
da keinerlei Information über Fahrstreifenwechsel oder die tatsächliche Fahr-
bahnbreite gegeben sind.

Typischerweise werden Ansätze mit CNNs als semantische Segmentierung
(siehe Unterabschnitt 2.4.3) umgesetzt, bei der jeder Pixel im Bild klassifi-
ziert wird. Die erfolgreichsten Ansätze unterscheiden sich dabei durch die
Verwendung von fusionierten Eingabedaten [CZT19] und ausgefeilteren Netz-
strukturen. Allen ist gemein, dass eine Encoder-Decoder-Struktur (siehe Un-
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3.1 Dichte Fahrstreifenschätzung

terabschnitt 2.4.2) eingesetzt wird, bei der ein beliebiger Backbone mit einem
dekodierenden Frontend verknüpft wird, das eine pixelweise Klassifikation der
Straßen- oder Fahrstreifenfläche vornimmt.

Mit dieser punkt- bzw. pixelweisen Schätzung lassen sich zwar Bereiche glei-
cher Klassifikation bestimmen, die Netze selbst inferieren dabei jedoch keine
Flächen- oder Instanzinformationen, sondern betrachten jedes Pixel separat.
Sie lernen die Flächen also auch nicht explizit [AFKR19, GNB+19]. Durch
diesen Umstand können Prädiktionen entstehen, die den einfachen geometri-
schen Annahmen eines Fahrstreifens widersprechen, wie bspw. Abbildung 3.1
zeigt.

Abbildung 3.1: Fehlerhafte semantische Segmentierung der Fahrstreifen [MSOS18] auf dem
Argoverse-Datensatz (Training auf Cityscapes).

Darüber hinaus bieten sämtliche Ansätze, die ein eindimensionales Klassifi-
kationssystem vorweisen, keine geeignete Repräsentation für Kreuzungen an.
Hier bedarf es einer hierarchischen Klassenstruktur (siehe Abbildung 3.2),
die kreuzende Fahrstreifen unterscheiden kann. Zudem sollte eine Informati-
on über die Fahrtrichtung jedes Fahrstreifens kodiert werden. Dies hat jedoch
bisher keine erfolgreiche Anwendung gefunden.

3.1.2 Fahrstreifenränder

Semantische Segmentierung wird alternativ auf die Pixel angewendet, die auf
den Fahrstreifenrand (im Gegensatz zur Fläche) fallen. Zwei Ansätze [AF-
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3 Stand der Forschung

(a) Visualisierung des Ego-
Fahrstreifens: grüne Fläche
verläuft durch die Kreuzung

(b) Visualisierung des Rechts-
abbiegers: rote Fläche startet
bereits an der Haltelinie

(c) Visualisierung des Linksab-
biegers: blaue Fläche startet
bereits an der Haltelinie

Abbildung 3.2: Drei Varianten zur Klassifikation der Fläche einer Kreuzung. Von der Haltelinie des
Ego-Fahrstreifens führen zu allen drei Richtungen Fahrstreifen aus der Kreuzung
hinaus. Alle Fahrtrichtungen teilen sich denselben Fahrstreifen, der sich ab der
Haltelinie aufspaltet und somit überlagert. Dies ist nur mit einem hierarchischen
Klassensystem als semantische Segmentierung abbildbar.

KR19, LWWZ22a] beschränken sich dabei auf die Erkennung der tatsächli-
chen Markierungen und ggf. deren Klasse. Diese alleine bilden jedoch noch
keine ausreichend nützlichen Informationen, insbesondere für nicht-markierte
Straßen. Andere Ansätze schätzen daher sämtliche sichtbaren sowie nicht ex-
plizit sichtbaren Begrenzungen eines Fahrstreifens [PSL+18,SAN18,BMH+18,
GNB+19,HMLL19,Phi19,LCZT21,LWWZ22a].

Ein Problem der semantischen, pixelweisen Segmentierung als Fahrstreifen-
rand sind Kreuzungen, bei denen sich die Fahrstreifenränder überschneiden, zu
einem fusionieren oder trennen. Hier müsste erneut für ein einzelnes Pixel ei-
ne Mehrdeutigkeit geschätzt werden, die nicht vorgesehen ist. Zudem erfordert
die Angabe eines Fahrstreifens als unstrukturierte Pixelmenge eine aufwän-
dige Nachverarbeitung, um daraus verwendbare Fahrstreifen für die Planung
zu berechnen, insbesondere, wenn sich mehrere Fahrstreifen kreuzen oder be-
rühren. Diese Nachverarbeitung lässt sich vereinfachen durch eine Schätzung
einer weiteren Klassifikation: der Richtung jedes Pixels [LWWZ22a] oder der
Schätzung des Nachfolgepixels [Phi19].
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3.1.3 Distanzbeschreibung

Eine weitere dichte Beschreibung einer Fahrstreifengeometrie ist die pixel-
weise Distanzbeschreibung (siehe Abbildung 3.3). Hier wird pixelweise eine
Regression vorgenommen, die den Abstand [BMH+18,OWP+22] oder den Ab-
standsvektor [LHM+19,HML+19] zum nächsten Fahrstreifenrand beschreiben
soll. Diese Form der Darstellung erleichtert eine Nachverarbeitung, ist jedoch
in kreuzenden Szenarien nicht eindeutig, sodass bspw. Ort u.a. [OWP+22] den
Kreuzungsbereich explizit ausschließen.

(a) [OWP+22] (b) [LHM+19]

Abbildung 3.3: Distanzkarten in verwandten Arbeiten

3.1.4 Diskussion

Für die Weiterverwendung im automatisierten Fahren, bieten dichte Ansätze
einen guten Einstieg in die Thematik, lösen die eigentliche Aufgabe jedoch
nicht vollständig. Eine Verdichtung der Flächen- bzw. Randinformation hin
zu einem planbaren Linienzug muss in jedem Fall erfolgen, sodass die im
folgenden Abschnitt vorgestellten Ansätze diesen klar vorzuziehen sind.

Zusätzlich wird mit einer pixelweisen Beschreibung eine dichte Prädiktion
geschätzt, die sehr großer Netzarchitekturen bedarf und damit verbunden große
Inferenzzeiten aufweist.
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3 Stand der Forschung

3.2 Dünnbesetzte, Parametrische

Fahrstreifenschätzung

3.2.1 Anker

Mit der Veröffentlichung des TuSimple Datensatzes und Benchmark1 wurde
die Fahrstreifenrandschätzung auf Autobahnszenarien deutlich vorangetrie-
ben. Um die Fahrstreifen im Frontbild zu bestimmen, wird für bestimmte
Bildzeilen die Position der Pixel, die auf einem Fahrstreifenrand liegen, ge-
schätzt [QWL20,LCZT21,ZHL+22].

Mit der Annahme, dass Fahrstreifen vom unteren Bildbereich zum Horizont
verlaufen, werden aus diesen Punkten zusammenhängende Linienzüge kon-
struiert. Diese Annahme ist insbesondere im urbanen Raum unzutreffend, da
Kreuzungsarme durch horizontal verlaufende Linien beschrieben werden müs-
sen.

Eine Weiterentwicklung des Bildzeilenprinzips sind Ankerpunkte wie in Ab-
bildung 3.4. Hier werden feste entlang der Fahrtrichtung definierte Ankerlinien
im 2D- [SAN18, TBP+21, LLHY20] bzw. 3D-Raum [GCP+19] definiert und
die orthogonalen Abweichungen von diesen geschätzt.

(a) [TBP+21]: Abweichung des Fahrstreifenran-
des (grün) von einem Anker definiert über die
Orientierung \ .

(b) [GCP+19]: Abweichung G8
9

der Mittelli-

nie (blau) von einem Anker 8 (gepunktet,
vertikal) an definierten Stützpunkten H 9 .

Abbildung 3.4: Ankerdarstellungen in verwandten Arbeiten.

1 Tusimple https://github.com/TuSimple/tusimple-benchmark
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3.2 Dünnbesetzte, Parametrische Fahrstreifenschätzung

Durch die Verwendung von Ankern, die entlang der Fahrtrichtung bzw. ver-
tikal im Bild definiert sind, lassen sich ebenso keine Querverbindungen an
Kreuzungen darstellen. Dies ist darauf zurückzuführen, dass für jede Position
entlang der Anker nur ein Stützpunkt beschrieben wird. Durch die Einführung
einer Mehrfachbelegung der Anker [GCP+19] wird die Aufspaltung und Zu-
sammenführung von Fahrstreifen ermöglicht. Horizontale Linien sind jedoch
nicht praktikabel realisierbar.

3.2.2 Rekurrente neuronale Netze

Die rigide Struktur eines ffNN lässt sich mit einer rekurrenten Architek-
tur [HML+19, LHM+19], umgehen (siehe Unterabschnitt 2.4.5), indem bspw.
die Stützpunkte eines Linienzugs iterativ prädiziert werden. Abbildung 3.5
visualisiert zwei dieser Beispiele.

(a) [HML+19] (b) [LHM+19]

Abbildung 3.5: Beispielergebnisse iterativer Verfahren

Um ein RNN einzusetzen, muss zunächst eine geeignete Repräsentation der
Eingangsdaten generiert werden. Hierfür lernen die Modelle zunächst ei-
ne Zwischenrepräsentation, die Distanzkarten [LHM+19, HML+19] und/oder
Startpunkte [LHM+19] als binäre Klassifikation darstellen. Auf Basis dieser
Informationen werden iterativ die Stützpunkte geschätzt. [HML+19] nutzt eine
Regression auf dem Vektor zum nächsten Stützpunkt und eine Klassifikation
in Split-/Mergepunkte. [LHM+19] wendet eine semantische Segmentierung
auf einzelne Bildausschnitte an und schätzt so die Position des nächsten Stütz-
punktes.

Die graphenähnliche Repräsentation dieser Ansätze ist vielversprechend, da
teilweise zusätzlich teilende und fusionierende Fahrstreifen geschätzt werden
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können [HML+19]. Die rekurrenten Netze führen jedoch zu einer nicht konstan-
ten Ausführungszeit, verschwindenden Gradienten im Trainingsprozess und
hohen Inferrenzzeiten. Der Ansatz von Liang u.a. [LHM+19] konnte zudem in
einer Masterarbeit [Zan21] mit öffentlichen Datensätzen nicht ansatzweise re-
produziert werden. Der Ansatz von [HML+19] wird rein in Autobahnszenarien
angewandt. Eine Fahrtrichtung der geschätzten Linienzüge wird von keinem
der bisher genannten Ansätze umgesetzt.

3.2.3 Graphenbasierte neuronale Netze

Aufgrund der Struktur der Linienzüge kann zur Schätzung des Zusammen-
hangs zwischen Liniensegmenten ein graphenbasiertes neuronales Netz (GNN)
[ZVB21] angewendet werden. Dafür wird ein initialer Graph benötigt, der die
Szene bestehend aus Linienstücken beschreibt. Zürn u.a. [ZVB21] verwen-
den hierfür einen Region-Proposal-Ansatz, der rechteckige Objekthypothesen
aufstellt. Die Zentrumspunkte der Boxhypothesen werden als Stützpunkte ver-
wendet, zwischen denen das GNN eine Verbindung klassifiziert. Parallel wird
eine dichte Richtungskarte geschätzt, um die Stützpunkte in einer Nachverar-
beitung mit einem Richtungsattribut versehen zu können.

Die Verarbeitung der Einzelhypothesen mit einem Graphen hin zu verbundenen
Linienzügen ist für die Anwendung zielführend. Ein Region-Proposal-Ansatz
als Detektor der Hypothesen ist hingegen sehr zeitaufwändig und durch den
iterativen Charakter nicht in konstanter Komplexität lösbar. Die Verwendung
von rechteckigen Hypothesen ist mit Hinblick auf die linienförmige Struktur der
Detektion nicht sinnvoll. Die Ergebnisse zeigen Schwachstellen insbesondere
in kreuzenden Szenarien.

3.2.4 Transformer

Das VectorMapNet [LWWZ22b] ist ein Ansatz, der die Sequenz eines Lini-
enzugs mit einem Transformer (siehe Unterabschnitt 2.4.6) umsetzt. In einem
zweischrittigen Verfahren (siehe Abbildung 3.6) wird zunächst eine grobe
Beschreibung des Linienzugs über zwei bis vier Schlüsselpunkte bestimmt
und anschließend zu jedem dieser Linienzugobjekte ein Linienzug geschätzt.
Die Koordinaten des Linienzugs werden auto-regressiv generiert, sodass die
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Schätzung nicht parallel stattfinden kann. Lediglich unterschiedliche Instanzen
können unabhängig voneinander und damit parallel geschätzt werden.

Abbildung 3.6: Transformer-Ansatz für Linienzüge [LWWZ22b]

3.3 Kreuzungen

Die Forschung im Bereich der Fahrstreifenerkennung betrachtet häufig aus-
schließlich nicht-kreuzende Bereiche der Straße und lässt die Komplexität von
Kreuzungen unbeachtet. Zur Bestimmung von Kreuzungsgeometrien ist es
wichtig, dass ein Algorithmus zusammenführende Fahrstreifen repräsentieren
und trotz Verdeckungen eine valide Schätzung abgeben kann. Viele Ansätze
scheitern jedoch bereits daran, dass quer zur Fahrtrichtung verlaufende Linien
nicht repräsentierbar sind.

Von den bisher genannten Arbeiten, die Sensordaten direkt mit einem neuro-
nalen Netz verarbeiten, zeigen [LHM+19,LWWZ22a,LWWZ22b] die Anwen-
dung auf einer vollständigen Kreuzungsschätzung. Es wird dabei eine aufwän-
dige Verarbeitung mit einer iterativen Netzarchitektur [LHM+19, HML+19,
ZVB21] oder eine einfache Nachverarbeitung mit aufwändigen Zwischenre-
präsentationen [LWWZ22a] eingesetzt. Liang u.a. [LHM+19] schätzen zudem
keine Fahrstreifen, sondern nur Straßenränder.
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In der Literatur wird für Kreuzungen eine modellbasierte Schätzung vorge-
nommen [GLW+14, RZB17, BB19, Pog19]. In [MWLS19] hat die Autorin
ebenfalls ein Topologie- und Fahrstreifenmodell vorgestellt.

Sowohl die eigenen Arbeiten [MWLS19,MWL20] als auch [GLW+14,RZB17,
BB19] verwenden aufgrund der gemischt-ganzzahligen Problemstellung einen
sampling-basierten Schätzer, das Markow-Ketten-Monte-Carlo-Verfahren. Zur
Schätzung des Topologiemodells werden eine Vielzahl von Modellvarianten"
mit Messungen aus Sensordaten ( verglichen und das Modell mit der maxima-
len A-Posteriori-Wahrscheinlichkeit %(" |(,+) unter Annahme von A-Priori-
Wissen + gewählt. Eine direkte Optimierung ist hier aufgrund der Mischung
aus ganzzahligen und kontinuierlichen Variablen nicht immer möglich. Bisher
liefern diese Verfahren keine zufriedenstellenden Ergebnisse, die in Echtzeit
eine Schätzung abgeben können. Auch in eigenen Arbeiten im Rahmen dieser
Doktorarbeit konnte das Problem nicht vollständig mit modellbasierten An-
sätzen gelöst werden [Wal18,Wil18,MWLS19,Oes19,MWL20,Wal20], da es
primär an geeigneten Detektoren mangelt.

Typisch für diese Verfahren ist die Verwendung von vorverarbeiteten Detek-
tionen (bspw. Markierungen und Bordsteine), die für die Modellschätzung
aufbereitet und repräsentiert werden. Diese Zwischenrepräsentation stellt eine
Einschränkung des möglichen Lösungsraums dar. Idealerweise zieht ein An-
satz das Wissen direkt aus den Sensordaten, um eine Modellschätzung abgeben
zu können.

Bisherige Ansätze verwenden dazu überwiegend punktbasierte Detektionen,
aufgrund des Mangels an linienförmigen Detektoren. Diese Repräsentation
ist nicht ideal, wenn die zu detektierenden Objekte Linienzüge darstellen.
Bspw. die (Aus-)Richtung einer Linie lässt sich mit Punktdetektionen nicht
repräsentieren.
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Linienschätzung

Um eine geeignete Lösung für Linienschätzung im Kontext automatisierter
Fahrzeuge vorstellen zu können, wird in Abschnitt 4.1 zunächst das Problem
konkretisiert und Anforderungen an die Lösung gestellt. In Abschnitt 4.2 wird
die Basisidee der YOLO-Architekturen diskutiert und auf Linienzüge über-
tragen. Die Details des Konzepts werden in Abschnitt 4.3 bis Abschnitt 4.6
vorgestellt. Teile dieses Konzepts wurden bereits in [MSPS21] vorgestellt.

Zunächst wird die Architektur des neuronalen Netzes in Abschnitt 4.3 konstru-
iert. Dabei sind insbesondere die Skalierung der Zellstruktur und das rezeptive
Feld wichtige Aspekte.

Nachdem die grobe Struktur des Ansatzes diskutiert wurde, beschreibt Ab-
schnitt 4.4 vier mögliche Liniendarstellungen, die als Netzausgabe verwendet
werden können.

In Abschnitt 4.5 wird ein wichtiges Konzept für das Verfahren vorgestellt:
die Zuordnung der GT-Linien zu Prädiktoren. Es wird geklärt, wie ein GT-
Element für das Training einer Prädiktion zugeordnet werden kann und welche
Konsequenzen diese Konzepte haben.

In Abhängigkeit von der Zuordnung formuliert Abschnitt 4.6 die Trainings-
kosten und betrachtet zudem die Gewichtung der einzelnen Teilkosten nach
Kendall u.a. [KGC18].

4.1 Problemdefinition

Gegeben sind Sensorinformationen eines automatisierten Fahrzeugs. Es soll
ein Ansatz entworfen werden, der Kartenmerkmale, insbesondere Fahrstreifen,
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4 Räumlich diskretisierte Linienschätzung

auf einer kausalen Datengrundlage detektieren kann. Da der Fokus dieser Ar-
beit zunächst auf der Repräsentation von Linienzügen mit neuronalen Netzen
liegt, sollen nur Einzelbilder verarbeitet werden. Eine Lösung für Bildsequen-
zen unterscheidet sich lediglich in der Aggregation im Encoder, nicht jedoch
im eigentlichen Algorithmus selbst.

Die Anwendung im urbanen Raum führt zu den folgenden Anforderungen an
die Repräsentation des Modells:

• kreuzende Linienstücke sind zwei eindeutig separierte Instanzen,

• die Fahrtrichtung ist kodiert,

• Verkehrsregelattribute (bspw. durchgezogene und gestrichelte Linien)
sind kodiert,

• es wird keine strikte Modellannahme über den Verlauf der Linienzüge
getroffen.

Das Modell soll nicht manuell vorgegeben, sondern als ein neuronales Netz
gelernt werden, um inhärente Informationen direkt aus den Sensordaten ex-
trahieren zu können. Gelernte Modelle haben sich insbesondere im Wahrneh-
mungsbereich überlegen gegenüber menschlich gestalteten Algorithmen und
damit beschränkten Modellen gezeigt. Zudem soll ein vorwärtsgerichtetes Netz
zum Einsatz kommen, um die Rechenkomplexität des Verfahrens konstant zu
halten. Bei rekurrenten Netzen und anderen iterativen Verfahren variiert die
Komplexität hingegen mit steigender Anzahl der Objekte.

Für das automatisierte Fahren sind insbesondere Kamerainformationen re-
levant, da verkehrsregelnde Informationen – wie Fahrstreifen – menschenles-
und -interpretierbar dargestellt werden. Andere Sensoren, wie Lidar und Radar,
sind für Fahrstreifen von zweitrangiger Bedeutung, da sie primär den physisch
befahrbaren Bereich (Wände, Bordsteine, ...) jedoch weniger die verkehrsre-
gelnden Elemente (Markierungen, Schilder, ...) und ihre Bedeutung aufnehmen
können. Für die Verarbeitung der 2D-Darstellung von Kamerabildern bieten
sich insbesondere faltende neuronale Netze (CNNs) an. Dies kann auf 2D-
Projektionen von Lidar und Radar sowie auf eine Draufsichtsprojektion der
Kameradaten übertragen werden.
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Schließlich stellt ein automatisiertes System die Anforderung einer weichen
Echtzeit mit üblicherweise mindestens 10 Bildern pro Sekunde.

4.2 Echtzeitfähige Detektion von Linien

Die Struktur von komplexen Kreuzungsmodellen ist für den Einsatz von vor-
wärtsgerichteten neuronalen Netzen nicht ideal. Insbesondere die Tatsache,
dass Kreuzungen eine unterschiedliche Anzahl an Armen oder Fahrstreifen auf-
weisen und damit nicht einfach über eine feste Anzahl an Variablen beschrieben
werden kann, sind Kreuzungen auch mit den fixen Prädiktionstensoren eines
vorwärtsgerichteten Netzen nicht direkt abbildbar (siehe Abschnitt 2.4).

Die YOLO-Familie [RDGF16,RF17,RF18,BWL20] stellt eine Reihe von Pu-
blikationen dar, die eine dynamische Anzahl Objekte in Bildern detektieren –
ohne ein aufwändiges mehrstufiges oder iteratives Verfahren. Stattdessen wird
ein vorwärtsgerichtetes neuronales Netz präsentiert, bei dem das Eingangsbild
mit einer Gitterstruktur überlagert wird. Jede dieser Gitterzellen schätzt Hypo-
thesen für eine Objektdetektion (siehe Abbildung 4.1), die über die Position,
die Höhe und Breite der Umrandungsbox des Objekts sowie die Konfidenz
beschrieben wird. Zusätzlich wird ab [RF17] eine Klassifikation je Objekt
geschätzt.

Somit ergibt sich eine einfache Netzarchitektur, die mit vorwärts verknüpf-
ten Schichten in Echtzeit Ergebnisse inferiert, leicht konvergiert und keine
besonderen Trainingsstrategien benötigt. Zudem bieten diese Verfahren eine
konstante Rechenkomplexität unabhängig von der tatsächlichen Anzahl der
Objekte in der Szene.

Mit der originalen YOLO-Repräsentation sind beschränkt ausgedehnte Ob-
jekte gut abbildbar. Ein Linienzug beschreibt hingegen keine Fläche. Eine
Umrandungsbox eines Linienzuges, der bspw. einen abbiegenden Fahrstreifen
beschreibt, umfasst leicht das gesamte Bild und ist somit wenig informativ für
den eigentlichen Verlauf.

Als Alternative können an Stelle der Umrandungsboxen komplette Linienzüge
geschätzt werden. Dazu müsste das Netz eine Beschreibung des gesamten
Zuges prädizieren. Das Grundproblem eines Linienzuges für die Schätzung
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4 Räumlich diskretisierte Linienschätzung

Abbildung 4.1: Schematische Darstellung der Objektdetektion mit YOLO. Im Eingangsbild wird
eine Zellstruktur definiert, in der dann Umrandungsboxen, eine Konfidenz und eine
Klasse geschätzt wird. Aus diesen Angaben wird die finale Prädiktion bestimmt.
Ursprüngliche Bildquelle: [RDGF16]

ist jedoch, dass er je nach Komplexität eine variable Anzahl an Stützpunkten
benötigt.

Stattdessen wird in dieser Arbeit eine Diskretisierung vorgeschlagen, die die
Vorteile der YOLO-Architektur einsetzt: Die Linienzüge werden durch das
Zellgitter unterteilt und somit nicht mehr als Gesamtobjekt, sondern als Lini-
enstücke diskretisiert prädiziert.

Durch die Abtastung der Linienzüge durch die Zellkanten begrenzt sich jedes
Linienstück automatisch auf die Zelle. Aus diesen Teilstücken bildet sich dann
der gesamte Linienzug, der flexibel auch Kreuzungen und komplexe Topolo-
gien abbilden kann. Im Gegensatz zu verwandten Arbeiten wird damit eine
Architektur entworfen, die eine 2D-Diskretisierung der Szene ermöglicht und
gleichzeitig mit einer sehr einfachen Architektur auskommt.

Wie in Abschnitt 4.1 beschrieben muss die Repräsentation in der Lage sein,
mehrere ggf. kreuzende Linienstücke in einer Zelle darzustellen. Dazu kann
das Konzept der Hypothesenschätzung ausgenutzt werden. Jede Zelle schätzt
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4.2 Echtzeitfähige Detektion von Linien

nicht nur ein Linienstück, sondern stellt mehrere sich ggf. kreuzende oder
überlagernde Linienhypothesen auf. Im Folgenden wird jede Komponente der
Prädiktion einer Zelle als Prädiktor ? ∈ % bezeichnet. Im Netz entspricht dies
je einer Position im Ausgabetensor, an der das Netz eine Liniensegmenthypo-
these ℓ prädiziert. Hier gilt es daher eine geeignete geometrische Beschreibung
der Hypothesen zu ermitteln (Abschnitt 4.4).

Die A-Priori-Verteilung der Liniensegmente wird hierbei durch sogenannte
Anker modelliert (Abschnitt 4.5), relativ zu denen die Prädiktoren eine Abwei-
chung bzw. eine Korrektur ausgeben. Die Anker ermöglichen darüber hinaus
eine Spezialisierung der Prädiktoren, bspw. auf horizontale oder vertikale Lini-
ensegmente. In verwandten Arbeiten zeigt sich, dass die Verwendung von An-
kern einen großen Vorteil bringt [RF17,SAN18,GCP+19,TBP+21,LLHY20].
Durch das Einbringen von A-Priori-Wissen muss dabei nicht mehr die absolute
Position einer Prädiktion geschätzt werden, sondern nur die Abweichung zu
einem Anker.

Die zu lernenden Liniensegmente werden als GT-Liniensegment oder Ziel-
beschreibung (engl. target) bezeichnet. In einem Trainingsbeispiel existie-
ren jedoch in einer Zelle durchaus mehr als ein tatsächlich richtiges GT-
Liniensegment, sodass eine Kostenfunktion (Abschnitt 4.6) diese n-zu-m-
Zuordnung zwischen Prädiktoren und GT-Linien explizit beachten muss. Im
Sinne der Verantwortlichkeit, die Redmon u.a. bereits für Objektdetektion
formuliert haben [RDGF16], sollte sich jeder Prädiktor für einen speziellen
Linientyp während des Trainings ausbilden. Das bedeutet konkret, dass bspw.
ein auf horizontale Segmente spezialisierter Prädiktor nur dann durch eine ho-
he Konfidenz aktiviert wird, wenn in der Szene horizontale Linien vorhanden
sind. Dazu wird vorgeschlagen, die GT-Liniensegmente den Prädiktoren auf
Basis einer euklidischen Distanz zuzuordnen.

Um aus der Vielzahl an prädizierten Hypothesen abschließend die richtigen
auszuwählen, kann eine Non-Maximum-Suppression (NMS) angehängt wer-
den. Diese filtert die Hypothesen, sodass lediglich valide übrig bleiben. Für ei-
nige Anwendungen ist es zudem wichtig, die Linien als verbundene Linienzüge
darzustellen. Sowohl anwendungsspezifische NMS als auch Verbindungsmög-
lichkeiten werden in Kapitel 5 vorgestellt.

Zur Lösung der gegebenen Problemstellung kann somit der YOLO-Ansatz auf
Linienzüge übertragen werden. Damit können Kartenbestandteile wie Markie-

35



4 Räumlich diskretisierte Linienschätzung

rungen, Bordsteine, Fahrstreifenränder oder Fahrstreifenmittellinien repräsen-
tiert werden. Da die YOLO-Architektur zudem eine Klassifikation je Objekt
bereitstellt, können mit der vorgeschlagenen Architektur alle Kartenbestand-
teile gleichzeitig geschätzt und klassifiziert werden. Da Fahrstreifen und ins-
besondere deren Mittellinien die größten Herausforderungen bieten, wird die
Konzeption in dieser Arbeit mit Fokus auf Fahrstreifenmittellinien wie in Ab-
bildung 4.2 beschrieben. Sie ist jedoch auf jede Art von Linienzug übertragbar.

Abbildung 4.2: Eine Beispielkreuzung aus dem Argoverse-Datensatz mit den Fahrstreifenmittelli-
nien. Die Farben visualisieren die Orientierung der Linienstücke und geben somit
einen Eindruck der Fahrtrichtung.

4.3 Architektur

Die erste Version der YOLO-Architektur [RDGF16] ist ein CNN und besteht
aus 24 faltenden Schichten gefolgt von zwei vollständig verknüpften Schich-
ten. Dieses Netz wird in [RF17] durch ein sogenanntes Darknet-19 mit 19
faltenden Schichten ersetzt. In [RF18] wird die Architektur auf 53 faltende
Schichten (Darknet-53) erhöht und um das Konzept einer Merkmalspyramide
(siehe Unterabschnitt 2.4.2) ergänzt. Hier wird nicht mehr nur eine Gitter-
struktur prädiziert, sondern drei aufeinander aufbauende, skalierte Strukturen,
die jeweils Objekt-Hypothesen aufstellen. Im Gegensatz zu Darknet-19 weist
das Darknet-53 Sprungverbindungen (siehe Unterabschnitt 2.4.2) zwischen
Eingangsschichten und prädizierenden Schichten auf. In [Sku20] wurde das
Darknet-53 für Liniendetektion untersucht. Es konnte jedoch keine Verbesse-
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4.3 Architektur

rung gegenüber dem Darknet-19 erzielt werden, sodass in dieser Arbeit das
Darknet-19 verwendet wird.

4.3.1 Encoder

Der Encoder des Darknet-19 (siehe Abbildung 4.3) komprimiert die eingehen-
den Bildinformationen, mit 19 faltenden und fünf Pooling-Schichten, um den
Faktor 32. Für ein Bild von bspw. 320 × 640 Pixel werden die Informationen
auf eine Zellstruktur 10×20 Zellen verdichtet, die jeweils über ein Embedding
mit 1024 Variablen beschrieben werden.
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Abbildung 4.3: Der Encoder des Darknet19 mit 18 faltenden Schichten (blau) und fünf Pooling-
Schichten (grün). Weitere Details finden sich in Abschnitt A.1.

Der Encoder des Netzes ist generisch austauschbar, solange es sich um einen
komprimierenden Encoder handelt. Genauso können Architekturen verwendet
werden, die bspw. Lidardaten verarbeiten oder Bild- und Lidardaten fusio-
nieren oder eine Transformation in eine Draufsicht lernen (siehe Kapitel 3).
Der wichtige Aspekt ist lediglich die Komprimierung auf ein repräsentatives
Embedding.

Merkmalspyramiden sind für Liniendetektionen ebenfalls nicht sinnvoll, da
bei mehreren Skalen nur die Mehrdeutigkeiten erhöht werden, nicht jedoch
die Detektionen verbessert. Da Objekte über die Zelle hinaus reichen, liefern
unterschiedliche Skalierungen unterschiedliche Objektgrößen, sodass sich die
Merkmalsextraktion im Netz darauf spezialisieren kann. Liniensegmente soll-
ten hingegen wie oben beschrieben auf die Ausmaße einer Zelle begrenzt sein.
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4 Räumlich diskretisierte Linienschätzung

Durch Merkmalspyramiden und mehrere Skalen würden somit nur genau die
gleichen Liniensegmente mit unterschiedlichen Abtastraten abgebildet wer-
den. Somit reicht die letzte Schicht einer Merkmalspyramide (mit der feinsten
Auflösung des Gitters) aus, um alle Linienzüge zu prädizieren.

4.3.2 Decoder und Skalierung

Mit dem Darknet-19-Backend und dem YOLO-Frontend produziert die Aus-
gabeschicht ein = × < Zellgitter mit jeweils |% | Prädiktoren, die jeweils eine
Hypothese beschreiben. Dazu besteht der Decoder aus einer faltenden Schicht,
die das Embedding auf das zu prädizierende Zellgitter mit jeweils Zellen der
Größe |% | · |+ | komprimiert (siehe Abbildung 4.4). |+ | beschreibt die Anzahl
der Variablen, die nötig ist, eine Hypothese zu beschreiben. Die Anzahl der
Prädiktoren pro Zelle |% | bestimmt somit die maximale Anzahl an Linienseg-
menten pro räumlichen Zellbereich, die das Netz schätzen kann.

Da die Prädiktion durch die Diskretisierung in räumliche Zellen ungenauer
wird, ist die Auflösung der finalen Zellstruktur elementar. In dieser Arbeit wer-
den daher verschiedene Skalierungsstufen untersucht, die zu einer Auflösung
von 8 × 8 Pixel, 16 × 16 Pixel, 32 × 32 Pixel pro Zelle führen.

Um die Liniensegmente in höher aufgelösten Zellgittern aufbauend auf dem
Darknet-19-Embedding schätzen zu können, wird die Architektur um weite-
re (transponierte) faltende Schichten erweitert (siehe Abbildung 4.4), sodass
Zellstrukturen mit 8 × 8 Pixel und 16 × 16 Pixel Zellen prädiziert werden kön-
nen. Das Zellgitter besteht dadurch automatisch aus F

8 ×
ℎ
8 bzw. F16 ×

ℎ
16 Zellen

abhängig von der Bildgröße mit F × ℎ Pixel.

Um die Präzision durch die Komprimierung auf das Embedding nicht zu ver-
lieren, werden Sprungverbindungen (siehe Unterabschnitt 2.4.2) zwischen den
gleich großen Schichten im Encoder und Decoder verwendet. Hier werden die
Ausgaben der Encoder-Schicht mit den Ausgaben der Decoder-Schicht zusam-
mengeführt. Die vollständigen Architekturen mit allen Sprungverbindungen
sind in Abschnitt A.1 dargestellt. Als Aktivierungsfunktion der verdeckten
Schichten wird wie bereits bei den YOLO-Architekturen die LeakyReLu (sie-
he Unterabschnitt 2.4.4) eingesetzt.
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Encoder
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(a) 32 × 32 Pixel Zellgitter
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(b) 16 × 16 Pixel Zellgitter
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(c) 8 × 8 Pixel Zellgitter

Abbildung 4.4: Drei Dekoder-Varianten mit unterschiedlicher Auflösung pro Zelle. Faltende
Schichten werden in Blau, transponierte faltende Schichten in Orange und Fu-
sionsschichten in Grau visualisiert. Die Fusionsschichten bekommen zusätzlich
Informationen aus den Sprungverbindungen, die die Merkmalskarten der achten
bzw. 13. faltenden Schicht aus dem Encoder (siehe Abbildung 4.3) weitergeben.
Weitere Details finden sich in Abschnitt A.1.

4.3.3 Rezeptives Feld

Für fahrstreifenbezogene Detektionen sollte das rezeptive Feld (siehe Unterab-
schnitt 2.4.1) möglichst groß gewählt werden, um die gesamte Szene bewerten
zu können. Diese ist für die Interpretation von Fahrstreifen und insbesondere
der Erkennung impliziter Merkmale wie der Mittellinie deutlich relevanter als
bei einer Objekterkennung, da Verkehrsschilder, Verkehrsteilnehmer und an-
dere Fahrstreifen bspw. Auskunft über die Fahrtrichtung geben. Genauso ist
der Verlauf paralleler Markierungen ein wichtiger Hinweis für eine Detektion.
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(a) 3 = 1
374 × 374 Pixel

(b) 3 = 2
436 × 436 Pixel

(c) 3 = 3
498 × 498 Pixel

(d) 3 = 4
560 × 560 Pixel

Abbildung 4.5: Rezeptive Felder für verschiedene Aufweitungen 3 visualisiert für eine Zel-
le von 32 × 32 Pixel in einem Bild von 640 × 640 Pixel aus dem Argoverse-
Datensatz [WQA+21]

Für die Darknet-19 Architektur ist das rezeptive Feld 374×374 Pixel und damit
deutlich kleiner als der sichtbare Bildbereich (siehe Abbildung 4.5). Durch
eine Aufweitung der einzelnen faltenden Schichten (engl. dilation) lässt sich
das rezeptive Feld um jeweils 62 Pixel vergrößern. Hier ist zu prüfen, ob diese
Aufweitung tatsächlich im Training einen Vorteil bietet (siehe Experimente in
Unterabschnitt 6.4.1).

4.4 Linienrepräsentation

Jede geschätzte Hypothese beschreibt ein Liniensegment als ℓ = (g, k, 2). Es
besteht aus einer geometrischen Beschreibung g, einer optionalen Klassifika-
tion k und einer Konfidenz 2. Mit der Konfidenz werden nach erfolgreichem
Training valide Prädiktionen schwellwertbasiert gefiltert.

Zur geometrischen Repräsentation der Liniensegmente bestehen mehrere Op-
tionen. Eine geeignete Repräsentation definiert die Linien in den Koordinaten
einer Zelle und ermöglicht die Berechnung einer differenzierbaren Distanz zwi-
schen zwei Liniensegmenten, um eine geeignete Fehlerfunktion formulieren
zu können.
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Abbildung 4.6: Vier verschiedene Repräsentationen zur Beschreibung eines Liniensegments in-
nerhalb einer Zelle.

4.4.1 Kartesische Start- und Endpunkte

Bei Betrachtung von Linienzügen als Kombination von Stützpunkten kommt
zunächst eine Repräsentation über kartesische Start- und Endpunkte (SE) in-
frage. Sie definiert ein Liniensegment ℓB4 über je einen Startpunkt b und einen
Endpunkt e als

ℓB4 :=

(
b

e

)
mit b, e ∈ [0, 1]2. (4.1)

Der Ursprung des Koordinatensystems liegt dabei auf der oberen linken Ecke
jeder Zelle. Zur Vereinheitlichung wird das Koordinatensystem so auf die Zelle
normiert, dass die Zellbreite (und -höhe) genau 1 entsprechen. Abbildung 4.6a
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zeigt die Repräsentation grafisch. Diese Darstellung bietet eine hohe Flexibi-
lität, da Liniensegmente frei in einer Zelle definiert werden können.

In Anlehnung an [RDGF16] wird die euklidische Distanz zwischen den Start-
und Endpunkten der Liniensegmente in der Prädiktion und der GT als Distanz-
maß verwendet.

4.4.2 Mittelpunkt-Richtung-Koordinaten

Da die SE Abweichungen entlang der Liniendefinition genauso bestraft wie
parallele Verschiebungen, bietet sich als Alternative eine Repräsentation an,
die die Position und Rotation entkoppelt betrachtet. In Mittelpunkt-Richtung-
Koordinaten (MR) wird jedes Liniensegment über

ℓ<3 :=

(
m

d

)
mit m ∈ [0, 1]2, d ∈ [−1, 1]2 (4.2)

beschrieben, wobei m den Mittelpunkt und d den x- bzw. y-Anteil des Vektors
darstellt. Die SE ℓB4 = (b, e)) werden mit

m =
b + e

2
(4.3)

d = e − b (4.4)

in den entsprechenden Raum konvertiert. Abbildung 4.6b gibt eine grafische
Visualisierung der Linienrepräsentation.

Bei dieser Darstellung gilt es zu beachten, dass die Orientierung über den
unskalierten G- bzw. H-Anteil beschrieben wird. Hier könnte alternativ der
Kosinus-/Sinusanteil der Orientierung und eine Länge verwendet werden. Dies
führt jedoch zum einen dazu, dass fünf statt vier Parameter optimiert werden
müssen. Zudem ist die Inferenz der exakten Kosinus-/Sinusanteile voneinander
abhängig, da nur ausgewählte Kombinationen cos2 U + sin2 U = 1 erfüllen.
Idealerweise sollteb jedoch die Zielformulierungen unabhängig lernbar sein.
Diese theoretische Vermutung konnte in Experimenten bestätigt werden: Mit
einer Kosinus-/Sinus-/Längendarstellung konvergieren die Netze nur schwer
bis gar nicht.
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4.4 Linienrepräsentation

Falls für ein Training die Sigmoid-Funktion eingesetzt werden soll, so muss
für die Orientierung dG , dH die Sigmoid-Aktivierungsfunktion so skaliert wer-
den, sodass ein Bereich von [−1, 1] abgedeckt ist. Wird die Abweichung zu
einem Anker gelernt, so ist sogar ein Bereich von [−2, 2] notwendig. Ähnliche
Ansätze verwenden jedoch die lineare Aktivierungsfunktion [SMAG19] für
Richtungsangaben.

Hier wird ebenfalls die euklidische Distanz zwischen den geometrischen Be-
schreibungen der Liniensegmente in der Prädiktion und der GT verwendet.

4.4.3 Randkoordinaten

Da für verbundene Linienzüge die Segmente an den Zellkanten starten und
enden, untersucht diese Arbeit zudem eine beschränkte Repräsentation aus
Randkoordinaten (1D). Hier wird der Startpunkt 11� und Endpunkt 41� eines
Liniensegments auf der Zellkante als im Uhrzeigersinn gemessenen Abstand
entlang der Kante zur oberen linken Ecke definiert (siehe Abbildung 4.6c). Der
Umfang jeder Zelle wird dabei ebenfalls auf 1 normiert, sodass

ℓ1� := (11� , 41�) mit 11� , 41� ∈ [0, 1] . (4.5)

Distanzfunktion

Die Distanzfunktion lässt sich als Distanz zwischen Start- und Endpunkt for-
mulieren, mit

X1� (ℓ, ℓ̂) := (11� − 1̂1�)
2 + (41� − 4̂1�)

2. (4.6)

Diese Distanzfunktion ist jedoch am Ursprung (linke obere Ecke) nicht stetig
definiert, sodass Punkte nah an 0 und Punkte nah an 1 eine hohe Distanz
zueinander aufweisen, obwohl sie im euklidischen Raum eine kurze Distanz
aufweisen.
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4 Räumlich diskretisierte Linienschätzung

Durch eine geschickte Formulierung kann dieser Sprung vermieden werden.
Dazu wird das Minimum aus der Distanz im Uhrzeigersinn 31� (ℓ, ℓ̂) und
gegen den Uhrzeigersinn verwendet, sodass

X1� (ℓ, ℓ̂) := min((11� − 1̂1�)
2, (1 − (11� − 1̂1�))

2)

+min((41� − 4̂1�)
2, (1 − (41� − 4̂1�))

2).
(4.7)

Diese ist zwar nicht global differenzierbar, jedoch lokal, sodass ein Gradien-
tenabstieg praktisch umsetzbar ist.

4.4.4 Euler-Winkel

Zur Vermeidung von Sprüngen schlagen [SMAG19] Euler-Winkel (Eu) vor.
Übertragen auf die hier vorliegenden Linien kann ebenso der Sprung ver-
mieden werden. Ein Segment ist über einen Start- und Endpunkt auf dem
Rand definiert. Jeder Punkt auf dem Rand einer Zelle wird beschrieben als
Schnittpunkt zwischen dem Zellrand und einem durch den Winkel U bzw. V
definierten Strahl (siehe Abbildung 4.6d). Das Koordinatensystem ist dabei auf
der Zellmitte aufgestellt, sodass das Netz ein Liniensegment als

ℓ4D :=

©«

cos(U)

sin(U)

cos(V)

sin(V)

ª®®®®¬
mit ℓ4D ∈ [0, 1]

4 (4.8)

lernt. Hier ist es wichtig hervorzuheben, dass nicht der Winkel direkt gelernt
wird, sondern der Kosinus- bzw. Sinusanteil des Winkels. Zur Verbesserung
der Abhängigkeit zwischen dem Kosinus- und Sinusanteil, kann mit cos2 U +

sin2 U = 1 eine zusätzlich Regularisierung im Training eingeführt werden.
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4.5 Prädiktoren

Distanzfunktion

Durch die gegebene Periodizität der Darstellung ist die Distanz kontinuierlich
definierbar zwischen den einzelnen Komponenten als

X4D (ℓ, ℓ̂) =

©«

©«

cosU

sinU

cos V

sin V

ª®®®®¬
−

©«

cos Û

sin Û

cos V̂

sin V̂

ª®®®®¬

ª®®®®¬

2

. (4.9)

Aktivierungsfunktion

Für diese periodische Darstellung wird der Tangens Hyperbolikus als Aktivie-
rungsfunktion, wie in [Sku20] vorgeschlagen, eingesetzt.

4.4.5 Diskussion der Linienrepräsentation

In einer Publikation zu dieser Arbeit [MSPS21] wurden die Euler-Winkel,
Randkoordinaten und kartesische Start- und Endpunkte gegeneinander ver-
glichen. Tabelle 4.1 zeigt die Resultate auf dem TuSimple-Datensatz. Die
Mittelpunkt-Richtung-Koordinaten wurden für die vorliegende Arbeit erst neu
entwickelt und sind daher noch nicht Teil dieses ersten Vergleichs. Hier zeigte
sich kein Vorteil der randgebundenen Darstellungen gegenüber den kartesi-
schen Start- und Endpunkten, sodass für die Experimente in dieser Arbeit der
Fokus auf die freien Repräsentationen kartesische Start- und Endpunkte (SE)
und Mittelpunkt-Richtung-Koordinaten (MR) gelegt wird. Diese bieten die
größtmögliche Flexibilität in der Beschreibung der zu detektierenden Linien-
segmente.

4.5 Prädiktoren

Idealerweise wird ein Liniensegment immer vom selben Prädiktor prädiziert,
da sich so spezialisierte Merkmalsextraktoren ausbilden können sowie ein
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Typ tAcc FPR FNR pF1 pRe pPr

1D .887 .157 .160 .616 .955 .455

Eu .877 .137 .168 .685 .956 .533

SE .914 .159 .112 .740 .950 .607

Tabelle 4.1: Vergleich zwischen den Linienrepräsentationen Randkoordinaten (1D), Euler-
Winkel (Eu) und kartesische Start- und Endpunkte (SE) auf dem TuSimple-
Validierungsdatensatz aus [MSPS21]. Hier wurden die Instanzmetriken des
TuSimple-Benchmarks (Accuracy (tAcc), Falsch-Positiv-Rate (FPR), Falsch-Negativ-
Rate (FNR)) sowie ein punktbasiertes F1-Maß (pF1), Recall (pRe) und Precision (pPr)
verglichen.

stabiles Trainingsergebnis gewährleistet werden kann. Dazu muss zunächst
eine klare Zuordnung der Liniensegmente der GT zu einem Prädiktor erfol-
gen. Insbesondere in Kreuzungsszenarien (siehe Abbildung 4.7) müssen dabei
pro Zelle mehrere Liniensegmente geschätzt werden, die sich bspw. kreuzen
oder parallel verlaufen. Genauso bieten perspektivische Bilder mit geringem
Nickwinkel nahe am Horizont die Herausforderung, dass sehr ähnliche Lini-
ensegmente in dieselbe Zelle fallen.

In dieser Arbeit wird zum einen eine dynamische Zuordnung untersucht, bei
der in jedem Trainingsschritt die Zuordnung neu auf Basis der Prädiktion
berechnet wird. Zum anderen werden aus dem Datensatz Anker berechnet und
den Prädiktoren fest zugewiesen, sodass die GT-Liniensegmente bereits vor
dem Training zugeordnet werden können.

Mit steigender Anzahl der Prädiktoren pro Zelle ist ein Prädiktor für immer
weniger Liniensegmente im Datensatz zuständig, sodass die Anzahl und deren
Modellierung direkt bestimmen wie stark das Netz für einen Prädiktor gene-
ralisieren muss bzw. wie spezialisiert es sein kann. Je mehr Prädiktoren die
Architektur bereitstellt, desto feingranularer können Linientypen unterschie-
den werden. Gleichzeitig reduziert sich der Einfluss jedes Trainingsbeispiels
auf einen Prädiktor. Es gilt also die Anzahl der Prädiktoren abzuwägen und
einen guten Mittelweg zu finden.
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4.5 Prädiktoren

Abbildung 4.7: Nahe am Horizont und in Kreuzungsarmen konvergieren Linienzüge durch die
perspektivische Verzerrung zu einer Fluchtlinie. Dies birgt für die Linienschätzung
Herausforderungen. Beispielbild aus dem Argoverse-Datensatz [WQA+21].

4.5.1 Dynamische Zuordnung

Für die dynamische Zuordnung werden die GT-Linien nach jeder Inferenz im
Training mit der Prädiktion verglichen. Innerhalb jeder Zelle wird für jedes
Paar die euklidische Distanz im jeweiligen Assoziationsraum berechnet und
mithilfe eines Kuhn-Munkres-Algorithmus (engl. Hungarian method) [Mun57]
die beste 1-zu-1-Zuordnung bestimmt.

Für den Assoziationsraum bestehen dabei zwei Möglichkeiten: Entweder wird
jeder Prädiktor einer GT über die geometrischen Attribute g und die Klassifi-
kation k zugewiesen. Dabei wird die Konfidenz 2 der Prädiktion nicht beachtet.
Alternativ werden für die Zuweisung zur GT alle Attribute (g, k, 2) inkl. der
Konfidenz eines Prädiktors verwendet. Welche Variante sich besser eignet,
wird in Experimenten untersucht.

Der Vorteil dieses Ansatzes ist die automatische Ausbildung der Linientypen,
die durch einen Prädiktor prädiziert werden. Da alle Prädiktoren gleich initia-
lisiert werden, liegen sie zunächst im selben Punkt der Zelle. Die Prädiktoren
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4 Räumlich diskretisierte Linienschätzung

werden dann im Training mit verschiedenen GT-Linien optimiert, sodass sich
nach und nach verschiedene Prädiktortypen herausbilden, ohne diese explizit
vorzugeben.

4.5.2 Anker

Als Alternative lässt sich A-Priori-Wissen nutzen, um eine feste Zuordnung
zu bestimmen. Die zweite Version der YOLO-Ansätze [RF17] führt die Anker
für YOLO ein. Sie werden mit einem :-Means-Clustering (siehe Unterab-
schnitt 2.3.1) aus dem Datensatz berechnet und entsprechen somit typischen
Vertretern der Objektboxen. Diese Vertreter bestimmen zum einen die geome-
trische Beschreibung eines Prädiktors und dienen zum anderen als geometri-
sche Anker, von dem lediglich eine Abweichung gelernt werden muss.

Der Vorteil von Ankern besteht zum einen in einer deutlich schnelleren Trai-
ningszeit. Da während des Trainings keine Zuordnung berechnet werden muss,
fällt im Vergleich zur dynamischen Zuordnung ein Großteil der Berechnungen
weg. Zum anderen wird die Prädiktion zu Beginn des Trainings bereits bei ei-
ner guten Schätzung initialisiert, wenn die Abweichung von Ankern und keine
absolute Position gelernt wird.

Für Liniensegmente lassen sich Anker gleichverteilt festlegen oder datengetrie-
ben bestimmen. Zunächst gilt zu beachten, dass alle Hypothesen gleichzeitig
geschätzt werden, und damit jeder Anker in der Schätzung nur einmal belegt
werden kann. In der Konsequenz bedeutet dies, dass jede GT-Linie nur dann
im Training auftaucht, wenn keine andere Linie dem entsprechenden Anker zu-
geordnet wurde. Die Wahl und Verteilung der Anker ist somit von elementarer
Bedeutung für den Trainingserfolg.

Für MR-Linienrepräsentation stellt sich zunächst die Frage, ob sowohl der
Mittelpunkt als auch die Richtung für einen Anker relevant sind. Bei genauer
Betrachtung der Anwendungsfälle wird klar, dass ähnliche Linienstücke am
Horizont im Winkelraum nahe beieinander liegen, im Mittelpunktraum jedoch
gut unterscheidbar sind (siehe Abbildung 4.7). Es wird auch klar, dass sich
semantisch unterschiedliche Linientypen nicht durch ihre Position in einer
Zelle unterscheiden, sondern vielmehr durch ihre Richtung.
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4.5 Prädiktoren

Gleichverteilte Anker

(a) 8 SE-Anker (b) 8 M-Anker (c) 16 MR-Anker

(d) 24 SE-Anker (e) 8 R-Anker (f) 24 MR-Anker

Abbildung 4.8: Gleichverteilte Anker für die MR-Repräsentation. Die Farben dienen der Unter-
scheidung der Linien.

Anker für Mittellinien, Fahrstreifenränder oder Markierungen in Innenstadtbe-
reichen sollten idealerweise den gesamten Merkmalsraum gleichmäßig abde-
cken. Für Autobahnszenarien, bei denen die Gegenfahrbahn nicht von Relevanz
ist, ist nur die Hälfte der Anker nötig, da Liniensegmente nur vom unteren zum
oberen Bildrand verlaufen, niemals jedoch in die entgegengesetzte Richtung.

Dabei ist Folgendes insbesondere für Mittellinien in Innenstadtbereichen zu
beobachten: Liniensegmente verlaufen durch die gesamte Zelle von Rand zu
Rand. Die Position innerhalb einer Zelle folgt einer Gleichverteilung, da –
abhängig von der Perspektive und den im resultierenden Bild gelegten Zellrän-
dern – ein Liniensegment an jeder Position des Zellrandes starten und enden
kann. Für die in Abschnitt 4.4 präsentierten Linienrepräsentationen bieten sich
daher die Anker in Abbildung 4.8 an.

SE-Anker Für acht Anker im kartesischen Raum (SE) sind die Linienseg-
mente so definiert, dass sie am Zellrand starten und enden und den gesamten
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4 Räumlich diskretisierte Linienschätzung

Rotationsbereich in 45°-Schritten abtasten (siehe Abbildung 4.8a). Für 24 An-
ker werden zusätzlich parallel verschobene Liniensegmente hinzugefügt, die
jeweils die Ecken bzw. Seitenbereiche abdecken (siehe Abbildung 4.8d).

M-Anker Für die Mittelpunkt-Koordinaten (M) bieten sich acht Positionen
im gleichen Abstand um den Mittelpunkt der Zelle angeordnet an. Diese sind
genau auf jeweils ein Viertel der Diagonale bzw. Zellbreite positioniert (siehe
Abbildung 4.8b). Der Mittelpunkt der Zelle selbst bietet sich hier nicht an, da
dieser für einen Großteil der Liniensegmente, die durch die Zelle laufen, der
nächstliegende Punkt wäre, was zu Mehrfachzuweisungen führen würde.

R-Anker Acht Anker, die über die Richtungskoordinaten (R) definiert wer-
den, tasten ebenfalls den Raum in Schritten von 45° ab (siehe Abbildung 4.8e).

MR-Anker Die Anker aus Mittelpunkt und Richtung (MR) kombinieren die
Ideen aus den vorherigen Definitionen und ergeben damit 16 Varianten (siehe
Abbildung 4.8c). Für 24 Anker wird der Mittelpunkt der Zelle aufgenommen
(siehe Abbildung 4.8f), da dieser in Kombination mit der Richtung wieder
eindeutig zugeordnet werden kann.

Datengetriebene Anker

Als Alternative können analog zu Redmon und Farhadi [RF17] Vertreter aus
dem Datensatz mithilfe eines :-Means-Clusterings (siehe Unterabschnitt 2.3.1)
bestimmt werden. Hier werden : Cluster im Datensatz berechnet und deren
Mittelwerte als Anker verwendet. Bei der Vorgabe der Anker muss untersucht
werden, ob die vorgeschlagene Strategie, diese mittels :-Means-Clustering
vorzugeben, auch für Liniensegmente geeignet ist, und in welchem Raum
dieses Clustering ablaufen sollte.

Um diese Abwägung zwischen Modellkomplexität und Spezialisierung zu ver-
einfachen, wird das Clustering für die Mittelpunkt-Richtung-Koordinaten nur
auf Mittelpunkt M und Richtung R als jeweils alleinstehendes Clustermerkmal,
genauso wie auf der Kombination MR der beiden ausgeführt. Für die Start-
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und Endpunkte (SE) lassen sich Anker nur auf dem vollen Merkmalsraum de-
finieren. Die aus dem Argoverse-Datensatz extrahierten Clusterrepräsentanten
werden in Abbildung 4.9 dargestellt.

(a) SE (b) MR (c) M (d) R

Abbildung 4.9: Mit dem :-Means-Algorithmus bestimmte Repräsentanten auf dem Trainingsda-
tensatz. Hier visualisiert für vier, acht und 24 Prädiktoren. Alle Dimensionen, die
nicht zum Clusterraum gehören, wurden als Mittelwert des Clusters visualisiert.

4.6 Kostenfunktion

Die Liniensegmente der GT lassen sich demnach sowohl mit Ankern als auch
dynamisch im Training den Prädiktoren zuordnen. Um die Gewichte des Net-
zes und somit die Prädiktion zu optimieren, müssen für jedes Trainingsbei-
spiel Kosten formuliert werden. Diese Kosten werden zwischen einem GT-
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Liniensegment und dem zugeordneten Prädiktor unabhängig von der Zuord-
nungsvariante berechnet.

Dazu wird die gewichtete Summe aus geometrischen Kosten L6, Klassifika-
tionskosten L: und Konfidenzkosten L2 für jede Prädiktion ℓ ∈ ! berechnet
als

L = l6L6 + l2L2 + l:L: . (4.10)

Da es nicht für jeden Prädiktor des Netzes eine passende GT gibt, sondern
überhaupt nur in einem Bruchteil der Zellen Linienzüge verlaufen, werden
die geometrischen und Klassifikationskosten nur für zugeordnete Prädiktoren
bestimmt. Hier spricht man auch von verantwortlichen Prädiktoren. Die Kon-
fidenzkosten werden hingegen für jeden Prädiktor berechnet. Gleichung 4.11
bis 4.13 zeigen die Umsetzung der einzelnen Teilkosten für ein prädiziertes
Liniensegment ℓ = (g, k, 2), das ggf. einem GT-Segment ℓ̂ ∈ !̂ zugewiesen
wurde.

L6 (ℓ, ℓ̂) =

{
X(g, ĝ), wenn ℓ verantwortlich für ℓ̂

0, sonst
(4.11)

L2 (ℓ, ℓ̂) =

{
l1 (2 − 1)2, wenn ℓ verantwortlich für ℓ̂

l0 (2 − 0)2, sonst
(4.12)

L: (ℓ, ℓ̂) =

{
(k − k̂)2, wenn ℓ verantwortlich für ℓ̂

0, sonst
(4.13)

Die geometrischen Kosten L6 werden über die Distanzfunktion X abhängig
von der Linienrepräsentation bestimmt (siehe Abschnitt 4.4). Mit den Konfi-
denzkosten L2 wird eine hohe Konfidenz entweder belohnt oder bestraft, je
nachdem ob ein Prädiktor verantwortlich ist.

Für die Klassifikationskosten L: des Prädiktors schlagen Redmon und Farhadi
in der zweiten Version von YOLO [RF17] den quadratischen Abstand zwischen
den prädizierten Pseudo-Wahrscheinlichkeiten k(2) für jede Klasse 2 ∈  und
dem One-Hot-Encoding der GT vor.

52



4.6 Kostenfunktion

Die Bestimmung der Gewichtel der einzelnen Kostenterme ist nicht trivial und
gleichzeitig sehr wichtig [RDGF16]. Die Kostenterme können unterschiedlich
relevant für das Problem sein und unterschiedliche Wertebereiche aufweisen.
In Experimenten können diese empirisch bestimmt werden.

Alternativ haben Kendall u.a. [KGC18] einen Ansatz vorgeschlagen, bei dem
die Teilkosten jeweils mit ihrer Varianz f2 skaliert werden. Die Varianz wird
während des Trainings als zusätzlicher Parameter f̃ optimiert. Für Klassifika-
tionsaufgaben mit einer Sigmoid- oder Softmax-Aktivierung (L: und L2) gilt
dabei eine andere Gewichtung als Regressionsaufgaben (L6):

L =
1

2f2
6

L6 + logf6 +
1

f2
2

L2 + logf2 +
1

f2
:

L: + logf: (4.14)

Die Netzausgabe für das Gewicht wird dabei auf f̃ = log(f2) trainiert, da so
ein stabiles Training möglich ist. [KGC18]
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5 Anwendungsspezifische
Nachverarbeitung für das
automatisierte Fahren

In vielen YOLO-basierten Netzen wird eine Vielzahl von Hypothesen inklusive
einer Konfidenz für jede Hypothese geschätzt. Da durch die Architektur keine
Limitierung der validen Hypothesen existiert, sondern diese nur über eine
Kostenfunktion bestraft wird, kann eine Prädiktion mehrere valide Hypothesen
für ein Objekt beinhalten. Um nur eine Hypothese je Objekt zu erhalten, wird
bei derartigen Ansätzen eine Non-Maximum-Suppression (NMS) angehängt,
die aus den Prädiktionen auswählt. Zudem erwarten einige Anwendungen
verbundene Linienzüge, sodass in diesem Kapitel ebenfalls Empfehlungen zur
Verknüpfung der Liniensegmente gegeben werden. Da die diskutierten Ansätze
teilweise in Masterarbeiten im Rahmen dieser Arbeit entstanden sind, wurden
Ideen aus eigens betreuten Masterarbeiten [Sku20,MSPS21,Buc21,Sch22] für
das folgende Kapitel entnommen.

Das Kapitel ist wie folgt aufgebaut. Zunächst wird die Repräsentation als
Graph dargestellt (Abschnitt 5.1), da diese die Verarbeitung vereinfacht. In
Abschnitt 5.2 werden zwei NMS-Ansätze für Liniensegmente vorgestellt,
die ein Clustering bzw. ein GNN einsetzen. Die Schätzung der Verbindung
zwischen den Liniensegmenten kann als Breitensuche (Unterabschnitt 5.3.1),
Zuordnungsproblem (Unterabschnitt 5.3.2), graphenbasierte Pfadoptimierung
(Unterabschnitt 5.3.3) oder als gelernte Pfadprädiktion (Unterabschnitt 5.3.4)
gelöst werden.

Alle Varianten, die sich differenzierbar implementieren lassen, können mit
dem bestehenden YOLinO-Ansatz kombiniert werden und ermöglichen somit
eine vollständige Optimierung in einem Ende-zu-Ende-Verfahren. Qualitative
Ergebnisse werden in Abschnitt 6.6 präsentiert und ausgewertet.
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5.1 Graphkonstruktion

Die Prädiktion von YOLinO kann nicht nur als Menge von Liniensegmenten
bzw. als Zellgitter interpretiert werden, sondern auch als Graphstruktur (siehe
Abschnitt 2.2). Dabei stellt der Graph die lokale Nachbarschaft der Linienseg-
mente dar.

Die Liniensegmente ℓ = (g, k, 2) werden im Graph als Knoten E ∈ V reprä-
sentiert. Da für die in dieser Arbeit eingesetzten Ansätze ein geringer Maximal-
grad im Graphen von Vorteil ist, gilt es, die Kanten E zwischen den Knoten
geschickt zu wählen. Um den Maximalgrad des Graphen gering zu halten,
sollen nur benachbarte Liniensegmente verbunden werden. Dazu bieten sich
verschiedene Möglichkeiten an, die Nachbarschaft zu bestimmen.

5.1.1 Zellstruktur

Die Zellstruktur und damit die Position der Liniensegmente im Zellgitter (A, >)
kann zur Erstellung des Graphen verwendet werden. Es werden alle Knoten E
verbunden, deren Liniensegmente maximal dI Zellen voneinander entfernt
sind, sodass

E := {4 = (E8 , E 9 ) | min( |A8 − A 9 |, |>8 − > 9 |) ≤ dI}. (5.1)

Mit dieser Methodik kann der Graph sehr schnell konstruiert werden. Der Grad
der Knoten steigt jedoch mit Anzahl der Prädiktoren mit ((2dI +1)2 −1) · |% | ,
sodass der Graph bereits bei kleinen Werten für dI einen hohen Maximalgrad
aufweist. Für dI = 2 hat jeder Knoten bspw. bereits 24 · |% | Nachbarn.

5.1.2 Euklidischer Abstand

Die Verwendung des Zellgitters ermöglicht eine einfache Konstruktion, nimmt
jedoch diagonal zur Zellstruktur mehr Segmente auf als orthogonal dazu. Um
eine gleichverteilte Nachbarschaft zu erstellen, kann alternativ ein Radius dDE
als maximaler euklidischer Abstand zwischen dem Startpunkt b und dem End-
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punkt e zweier Liniensegmente in Bildkoordinaten verwendet werden. Dazu
werden alle Knoten E verbunden, für deren Kanten 4 gilt

E := {4 = (E8 , E 9 ) | min(‖b8 − b 9 ‖2, ‖e8 − e 9 ‖2) ≤ dDE }. (5.2)

Diese Variante ist zwar langsamer, weist jedoch einen geringeren Maximalgrad
auf.

5.2 Non-Maximum-Suppression

Die Architektur prädiziert zur Laufzeit zu einem gegebenen Bild die Prädiktion
als Zellstruktur. Da für jede Zelle |% | Hypothesen aufgestellt werden, sieht die
vollständige Prädiktion wie in Abbildung 5.1a aus. Über die Konfidenz lassen
sich zunächst die validen Prädiktionen mit 2 > 0,5 filtern. Teilweise sind jedoch
noch Duplikate im Vergleich zur GT vorhanden. Eine gefilterte Prädiktion mit
einem hohen Recall zeigt Abbildung 5.1b.

(a) Prädiktionen (b) Prädiktionen mit 2 > 0,5

Abbildung 5.1: Beispielhafte Prädiktion mit einer Zellauflösung von 16 × 16 Pixel. a) Die Kon-
fidenz jedes Liniensegments wird hier farblich kodiert. In Dunkelblau werden
Liniensegmente mit 2 = 0 und in Dunkelrot mit 2 = 1 dargestellt. b) Jedes Lini-
ensegment mit 2 > 0,5 wird farblich kodiert nach der Orientierung eingefärbt.

In den YOLO-Ansätzen wird der Intersection over Union (IoU) als Maß für die
Überlappung von Objekten verwendet, um eine NMS umzusetzen [RDGF16].
Der IoU ist nicht auf Liniensegmente übertragbar, da diese keine Ausdehnung
aufweisen, sodass eine auf Liniensegmente angepasste NMS nötig ist. Eine
geeignete Linien-NMS muss aus der durch die Konfidenz gefilterten Prädiktion
eine möglichst eindeutige Menge an Liniensegmenten bestimmen.
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5.2.1 DBSCAN

Dazu bietet sich ein Clusteringalgorithmus an, der Duplikate zu einem Clus-
ter gruppiert und einen Repräsentanten je Cluster bestimmt [MSPS21]. Alle
übrigen Elemente des Clusters werden unterdrückt.

Der DBSCAN-Algorithmus [EKSX96] gruppiert Prädiktionen dichtebasiert
und kann so parametrisiert werden, dass parallel verlaufende Linien einen
Cluster bilden. Aufeinander folgende Liniensegmente sollen nicht Teil dessel-
ben Clusters werden, sondern beibehalten werden. Abbildung 5.2 zeigt das
Prinzip grafisch.

(a) Rohe Prädiktion (b) Gefiltert (c) Cluster (d) Repräsentanten

Abbildung 5.2: Mit dem DBSCAN-Algorithmus werden die prädizierten Liniensegmente zunächst
mit 2 > 0,5 gefiltert und zu einem Cluster mit einem Repräsentanten zusammen-
gefasst. a) Alle Prädiktionen der Zellen. b) Alle Liniensegmente mit einer hohen
Konfidenz. c) Mit DBSCAN ermittelte Cluster farblich kodiert. d) Die Repräsen-
tanten der Cluster.

Die prädizierten Liniensegmente werden zunächst nach ihrer Konfidenz ge-
filtert (siehe Abbildung 5.2b) und anschließend in einen geeigneten Raum
transformiert, der den Mittelpunkt-Richtung-Koordinaten (MR) ähnelt, jedoch
die Länge explizit betrachtet (siehe Abbildung 5.3).

Jedes Liniensegment wird über ĝ = (<D , <E , ;DE , 3D , 3E )
⊺ beschrieben, wobei

mDE das Zentrum des Liniensegments in Bildkoordinaten, ;DE die Länge des
Segments und dDE die normierte Richtung darstellt. Jede Dimension wird
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0/0

1

1

3E

ℓ

3D

(<D , <E )

Abbildung 5.3: Für das DBSCAN-Clustering werden Liniensegmente über das Zentrum des Li-
niensegments in Bildkoordinaten mDE , die Länge des Segments ;DE und die
normierte Richtung dDE dargestellt.

zusätzlich über je einen Vorfaktor _<, _; , _3 skaliert, der empirisch für jeden
Datensatz und jede Skale bestimmt wird.

Auf dem so aufgespannten Clusterraum werden mit DBSCAN die Cluster
bestimmt (siehe Abbildung 5.2c). Dazu wird jedes Liniensegment mitF8 = 210

8

gewichtet, sodass unpassende Prädiktoren weniger in die Cluster einfließen.

Die resultierenden Cluster werden zu einem Repräsentanten zusammengefasst
(siehe Abbildung 5.2d). Die geometrische Beschreibung des Repräsentanten
wird als über die Konfidenzen gewichteter Mittelwert bestimmt und das Ma-
ximum der Konfidenzen des Clusters als neue Konfidenz dem Repräsentanten
zugewiesen.

5.2.2 Non-Maximum-Suppression als Klassifikation im

Graphen

Um die Graphenstruktur für eine gelernte NMS zu verwenden, bieten sich gra-
phenbasierte neuronale Netze (GNNs) an (siehe Unterabschnitt 2.4.7). Dazu
müssen durch das Netz Duplikate unterdrückt und valide Hypothesen hervor-
gehoben werden. Daraus ergibt sich eine binäre Klassifikation für jeden Knoten
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des Graphen in valide und nicht valide Hypothesen, die als Schätzung einer
Konfidenz 2̃8 je Knoten umgesetzt wird. Die GT zu dieser Klassifikation lässt
sich über die Distanz der Prädiktion zur GT bestimmen, sodass immer die der
GT am nächsten liegende Prädiktion als valide Hypothese klassifiziert werden
soll [Buc21].

Die Repräsentation der Knoten besteht dabei idealerweise aus der Prädikti-
on mit geometrischer Beschreibung, Klassifikation und Konfidenz und wird
um ein gelerntes Embedding erweitert, das detaillierte Informationen aus der
YOLinO-Architektur extrahiert [Sch22].

Da die meisten Datensätze ein großes Rauschen aufweisen, ist es jedoch nicht
immer zielführend, nur die Liniensegmente als valide Prädiktion zu akzeptie-
ren, die der GT am nächsten sind. Vielmehr ist die Konsistenz des Gesamt-
ergebnisses wichtig.

Genauso bietet die Zellstruktur eine Herausforderung für die Bestimmung der
nächsten Prädiktion, was Abbildung 5.4a veranschaulicht. Bei einer 1-zu-1-
Zuweisung der GT zu Prädiktionen, würden alle Prädiktionen (rot) den GT
(blau) zugewiesen, obwohl bereits die Kombination aus Prädiktion 0 und 1 die
gesamte GT abdeckt.

(a) (b)

Abbildung 5.4: Projektion der Prädiktion auf die GT. a) zeigt die einzelnen Segmente der Prädik-
tion (rot) und GT (blau). b) visualisiert die Abschnitte gleicher Projektion, für die
jeweils Kosten formuliert werden. Bildquelle: [Sch22]

Zur Lösung der beiden Herausforderungen wird ein weicher Kostenterm prä-
sentiert, der die Projektion der Prädiktion auf die GT verwendet [Sch22]. Dabei
wird die GT in Abschnitte gleicher Projektion aufgeteilt. In Abbildung 5.4b
werden die Prädiktionen auf die GT projiziert. Die Abschnitte ergeben sich
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dann aus dem Start und Ende der Projektionen. In Abschnitt 1 ist bspw. nur
die Prädiktion 0 zuständig. In Abschnitt 2 sind es sowohl Prädiktion 0 als auch
Prädiktion 2.

Daraus lassen sich für jeden Abschnitt 0 des GT-Liniensegments und den
Prädiktionen Ω = {ℓ0, ℓ1, ...}, die auf diesen Abschnitt fallen, die Kosten
formulieren als

LB := |0 | ·

((
|Ω |∑
8

2̃8

)
− 1

)2

. (5.3)

Somit wird das GNN darauf trainiert, nur eine der Prädiktionen, die auf die
gleiche GT fallen über die Konfidenz 2̃8 des Knotens, als valide zu klassifizie-
ren.

5.3 Verbindungsschätzung

Neben der Unterdrückung der Duplikate durch NMS kann es für einige Anwen-
dungen notwendig sein, die vollständigen Linienzüge und somit die Verbindung
der Liniensegmente zu schätzen.

5.3.1 Baumsuche

Für Szenarien auf Autobahnen und baulich getrennten Kraftfahrstraßen kann
eine hilfreiche Annahme getroffen werden: Da die Gegenfahrbahn nicht re-
levant ist und zudem keine Kreuzungen existieren, verlaufen die Fahrstreifen
entlang der Fahrtrichtung und starten am Bildrand bzw. lateral verschoben zur
Fahrzeugpose. Mit dieser Annahme lässt sich ein spezieller Graph, ein Such-
baum (siehe Abschnitt 2.2), aufspannen, der die Verarbeitung deutlich verein-
facht [Sku20]. Wenn der Graph azyklisch und zusammenhängend ist sowie nur
jeweils eine Kante in einen Knoten führt, so erfüllt dieser die Anforderungen
eines Suchbaums.

Für jeden zusammenhängenden Graphen in der Prädiktion soll ein Suchbaum
entstehen, da es sich hierbei um einzelne Instanzen handelt. Um den Graphen
azyklisch zu machen, werden die prädizierten Liniensegmente zusätzlich nach
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ihrer Orientierung gefiltert. Zeigt ein Liniensegment von oben nach unten im
Bild (±45◦), so wird dieses entfernt. Damit nur jeweils eine Eingangskante am
Knoten existiert, wird der Baum von den Blättern her aufgespannt und nur eine
Verbindung zum jeweils nächsten Liniensegment eingefügt.

Für jeden Suchbaum kann eine Breitensuche ausgehend vom Wurzelknoten er-
folgen (siehe Abbildung 5.5), die jeweils einen Linienzug ermittelt [MSPS21].

Abbildung 5.5: Breitensuche zur Verbindung der Liniensegmente. Segmente 1, 2, und 3 sowie
Segmente 6 und 7 teilen sich je einen Nachfolger. Segment 8 ist ein Wurzelknoten,
der die Breitensuche startet. Für jede Ebene wird der Mittelwert bestimmt, sodass
Segmente 6 und 7 sowie Segmente 1 bis 4 zusammengefasst werden. Segment 5
hat keinen Nachfolger und wird verworfen, da der Linienzug zu kurz ist.

Unter der Annahme, dass es keine Aufspaltungen der Fahrstreifen gibt, wird
jede Ebene des Baums zu einem Liniensegment zusammengefasst und der ge-
wichtete Mittelwert der Ebene als Repräsentant verwendet. Die Konfidenzen
der Liniensegmente dienen als Gewichte. Aus dieser Beschreibung entsteht
somit je Wurzelknoten eine Instanz eines Linienzugs ohne doppelte Linien-
segmente.

5.3.2 Kuhn-Munkres-Zuordnung

Wenn die Prädiktion bereits durch ein NMS gefiltert ist und somit keine Du-
plikate mehr existieren, kann die Schätzung der Verbindung als Assoziations-
problem aufgefasst werden [Sch22]. Dazu werden für jedes Paar aus Lini-
ensegmenten Kosten über die euklidische Distanz der Start- und Endpunkte
formuliert, sodass

L� (E8 , E 9 ) = ‖e8 − b 9 ‖2. (5.4)
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Diese Kosten können mit dem Kuhn-Munkres-Algorithmus [Mun57] opti-
miert werden, sodass eine 1-zu-1-Zuordnung entsteht. Eine Verbindung zwei-
er Liniensegmente ergibt sich somit dann, wenn der Startpunkt des einen
Liniensegments nah am Endpunkt des anderen Liniensegments liegt und sie
optimalerweise einander zugeordnet werden.

5.3.3 MuSSP

Auch die Verbindungsschätzung kann die Graphstruktur ausnutzen, indem je-
der Linienzug als Pfad im Graph beschrieben wird. In der Objektverfolgung
ist dies bereits eine bekannte Problemformulierung: Objekte werden zu ver-
schiedenen Zeitpunkten detektiert und müssen über die Zeit hinweg verfolgt
und somit im Objektgraphen verbunden werden. Dieses Problem kann als
Mehrpfadsuche im Graphen mit Kanten- und Knotenkosten formuliert wer-
den [Sch22]. Ein Lösungsansatz dafür ist MuSSP (Minimum-update Succes-
sive Shortest Path) [WWW+19].

Da MuSSP die Annahme stellt, dass der Graph gerichtet ist und kaum Zy-
klen enthält, muss die Graphenkonstruktion weiter verfeinert werden. Dazu
werden nur Liniensegmente mit einem Nachfolger verbunden, deren Endpunkt
innerhalb eines Radius d3 zum Startpunkt des Nachfolgers liegt und die Ab-
weichung in der Orientierung unter einem Schwellwert dU liegt. Zusätzlich
wird ein Liniensegment nur mit nachfolgenden Liniensegmenten verbunden,
wenn das nachfolgende Liniensegment im Öffnungswinkel dV des Vorgängers
liegt.

Dadurch ergibt sich ein Graph, bei dem ein Liniensegment nur mit möglichen
Nachfolgern verbunden ist. Zusätzlich werden im Graphen eine Senke und eine
Quelle als Knoten für den Start- bzw. das Ende eines Linienzugs eingefügt und
diese mit allen Liniensegmenten verbunden.

Im resultierenden Graphen werden die kostenminimalen Pfade gesucht. Die
Kosten für eine Kante zwischen Knoten sind dabei positiv und die Knoten-
kosten negativ. Die Kosten der Kanten zur Senke bzw. von der Quelle sind
ebenfalls positiv. Mit diesem Prinzip wird ein gewichteter Graph erzeugt, der
nur hinreichend lange Pfade zueinander passender Liniensegmente als Lini-
enzüge erlaubt. Die konkrete Parametrisierung des Ansatzes findet sich im
Anhang Tabelle A.11.
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5.3.4 Gelernte Verbindung im Graphen

Die in Unterabschnitt 5.2.2 vorgestellte NMS auf Basis von GNNs lässt sich
auch zur Schätzung eines Verbindungsgraphen einsetzen [Sch22]. Dazu wer-
den die NMS-Kosten mit einem weiteren Kostenterm kombiniert. Die Kon-
fidenz der Kanten 2̃8 9 und Knoten 2̃8 kann dann wie bei einer NMS als Prä-
diktion interpretiert werden, die die Wahrscheinlichkeit beschreibt, dass eine
Kante bzw. ein Knoten existiert. Daraus lässt sich dann ein Verbindungsgraph
erstellen.

Die Kanten des Graphen sollen zusätzlich mit Kosten versehen werden, die
möglichst nur eine Kante als Verbindung zwischen zwei Liniensegmenten des
gleichen Linienzugs zulässt. Sind mehrere Liniensegmente einer GT zugeord-
net, so darf die Summe der geschätzten Konfidenzen maximal 1 sein.

Dazu werden alle Prädiktionen 8 einer GT 9 als Assoziation Θ = {(8, 9)=}

zugeordnet und anschließend für jede GT die Kosten aufgestellt, dass je GT
nur eine valide Kante existieren darf mit

L+ :=

((
Θ∑
8, 9

2̃8 9

)
− 1

)2

. (5.5)
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6 Evaluation

In diesem Kapitel wird das in Kapitel 4 vorgestellte Konzept hinsichtlich
der wesentlichen Aspekte evaluiert und die Parametrisierung diskutiert. Im
Hinblick auf die Schätzung von Linienzügen als Kombination aus Linienseg-
menten werden Empfehlungen abgegeben, wie das Konzept konkret umgesetzt
werden kann. Es wird zum einen untersucht, welchen Einfluss die Aufwei-
tung der Netzarchitektur (Unterabschnitt 6.4.1) hat und wie sich verschiedene
geometrische Repräsentationen der Liniensegmente (Unterabschnitt 6.4.2) und
die in Unterabschnitt 4.5.2 vorgestellten Ankervarianten (Unterabschnitt 6.4.3)
auswirken. Die dynamische Zuordnung aus Unterabschnitt 4.5.1 wird anschlie-
ßend in Unterabschnitt 6.4.4 untersucht.

Zum anderen betrachtet dieses Kapitel den Einfluss unterschiedlich großer
Zellgitter zur Diskretisierung der Linienzüge auf das Trainingsergebnis (Un-
terabschnitt 6.4.5) und den Diskretisierungsfehler (Unterabschnitt 6.4.6). In
Unterabschnitt 6.4.7 wird abschließend untersucht, ob sich die Gewichtung
der Kostenfunktionen lernen lässt oder konstant sein soll.

Um diese Experimente durchführen zu können, stellt Abschnitt 6.1 zunächst
eine Reihe von Datensätzen vor, die für die Problemstellung relevante Daten
enthalten und wählt aus, welche in dieser Arbeit zur Evaluation verwendet
werden. Da die Datensätze die GT nicht direkt bereitstellen, wird eine nötige
Vorverarbeitung in Unterabschnitt 6.1.4 diskutiert.

In Abschnitt 6.2 werden Metriken eingeführt, anhand derer die Ergebnisse und
damit die Experimente vergleichbar gemacht werden. Abschnitt 6.3 ergänzt
dazu die nötigen Informationen zum System und den Trainingsparametern. Auf
Basis dieser Information werden die Konzeptentscheidungen in Abschnitt 6.4
untersucht. Einen qualitativen Einblick in anwendungsrelevante Ergebnisse
der Prädiktion gibt Abschnitt 6.5. Die Ergebnisse der in Kapitel 5 vorgestellten
Möglichkeiten zur Nachverarbeitung präsentiert Abschnitt 6.6.
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6.1 Datensätze

Für diese Arbeit wird in Experimenten gezeigt, dass unterschiedliche Kar-
tenmerkmale präzise detektiert werden können. Dafür werden Datensätze be-
nötigt, die Markierungen, Fahrstreifenränder oder Mittellinien beinhalten und
dazu eine pixelgenaue Transformation in Kamera- oder Lidardaten bereitstel-
len. Für die Untersuchung des Konzepts wird ausschließlich ein Datensatz
benötigt, der möglichst komplexe Szenen beinhaltet. In Abschnitt 6.5 wird die
Konzeption dann auf die übrigen Datensätze übertragen, um die generischen
Einsatzmöglichkeiten aufzuzeigen.

Datensätze, die lediglich die Fahrstreifenfläche annotieren [BSFC08, FKG13,
MSOS18, RKS+18, YCW+20], sind für diesen Ansatz ohne unverhältnismä-
ßigen Aufwand nicht nutzbar, da aus einem Umrandungspolygon der Fläche
nicht eindeutig eine Linienzugbeschreibung wie bspw. ein linker und rechter
Fahrstreifenrand berechnet werden kann. Das Gleiche gilt für Datensätze mit
Markierungsannotationen in Form von semantischen Segmentierungen oder
Umrandungspolygonen [LKY+17].

Da der Ansatz langfristig für den Einsatz im Fahrzeug gedacht ist, wird nur mit
Realdatensätzen gearbeitet und keine synthetischen Daten wie bspw. [GCZ+20]
verwendet. Der Caltech Lane [Aly08] Datensatz wird nicht betrachtet, da das
Bildmaterial nicht mehr den heutigen Standards entspricht.

Datensätze mit wenigen Bildern werden ebenfalls ausgeschlossen, da diese
für ein erfolgreiches Training nicht ausreichen. Das betrifft den Oxford Road
Boundaries Datensatz [SGDMN21] mit 175 Bildern.

Für diese Arbeit werden Ergebnisse auf Argoverse 2.0 (Unterabschnitt 6.1.1),
KAI (Unterabschnitt 6.1.2) und TuSimple (Unterabschnitt 6.1.3) vorgestellt.
Die Datensätze Nuscenes [CBL+20], Lyft, BDD100k [YCW+20], CULa-
nes [PSL+18], LLamas [BS19], VPGNet [LKY+17], VIL100 [ZZF+21] und
ApolloScape [MZZ+19] wurden ebenfalls im Vergleich betrachtet und in Ab-
schnitt A.3 zusammengefasst, bieten jedoch keinen weiteren Vorteil gegenüber
den ausgewählten Datensätzen.
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6.1.1 Argoverse 2.0: Mittellinien

Der Argoverse Datensatz (Version 2.0) [WQA+21] umfasst Kamera- und Lidar-
daten sowie eine hochgenaue Karte (siehe Abbildung 6.1). Die bereitgestellte
Karte basiert auf Fahrstreifenrändern, aus denen die mitgelieferte Software
Mittellinien der Fahrstreifen berechnet. Zusätzlich zu den Positionen beinhal-
tet die Karte den vollständigen Fahrstreifengraphen, sodass abgeleitet werden
kann, welche Positionen und Fahrstreifen von der eigenen Position erreich-
bar sind. Mit den enthaltenen Lidartiefeninformationen kann das vorhandene
Kartenmaterial in die Bilder transformiert und somit als GT-Daten verwendet
werden. Die bereitgestellte Transformation ist jedoch nicht immer perfekt und
kann dadurch verrauschte GT erzeugen (siehe Abbildung 6.1b).

(a) Karte einer Kreuzung mit Lidar-Daten (b) Projektion der Mittellinien in das Kamerabild

Abbildung 6.1: Zwei Beispielszenen aus dem Argoverse-Datensatz. In b) wurde eine Szene aus-
gewählt, in der die von Argoverse bereitgestellte Lokalisierung und Projektion in
das Kamerabild fehlerbehaftet ist. Die dargestellten Mittellinien verlaufen nahe
am Horizont nicht immer auf der Straßenfläche.

6.1.2 KAI: Markierungen

Der Kartenänderungsdatensatz von Pauls u.a. (KAI) [PSH+18] beinhaltet An-
notationen für Luftbildaufnahmen von deutschen Autobahnen (siehe Abbil-
dung 6.2). Dabei wurden im Luftbild die Positionen und der Verlauf von
durchgezogenen und gestrichelten Markierungen als Linienzüge angegeben,
die auf die Luftbilder projiziert werden können.
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Abbildung 6.2: Luftbildaufnahme mit Annotation durchgezogener (gelb) und gestrichelter Mar-
kierungen (rot). Bildquelle der Luftbilder: ©Stadt Karlsruhe | Liegenschaftsamt

6.1.3 TuSimple: Fahrstreifenränder

TuSimple1 ist ein Datensatz, der Bilder einer Frontkamera auf Autobahnszena-
rien in den Vereinigten Staaten von Amerika beinhaltet (siehe Abbildung 6.3).
Es wurden in diesen Bildern die Position der Fahrstreifenränder der Fahrt-
richtung des Ego-Fahrzeugs annotiert. Diese liegen als Position in definierten
Bildzeilen (in rot dargestellt) vor. Die gestellte Aufgabe ist durch die Beschrän-
kung auf Autobahnen sehr einfach formuliert, jedoch durch den mitgelieferten
Benchmark gut zum Vergleich mit anderen Ansätzen nutzbar.

6.1.4 Datensatzaufbereitung

Für die weiteren Experimente wird der Argoverse-Datensatz mit dem implizi-
ten Merkmal von Mittellinien in Innenstädten verwendet, da dieser unter allen
Datensätzen die schwierigste Aufgabe bereitstellt und somit das interessanteste
Evaluationspotential bietet. Da Innenstädte und Autobahnen unterschiedliche
Anforderungen aufweisen, wird für einige Experimente zusätzlich der Ver-
gleich zum TuSimple-Datensatz gezogen.

Der Argoverse-Datensatz wird zunächst vorverarbeitet, da die Daten nicht in
geeigneter Form vorliegen. Es wird eine reduzierte Menge der Bilder verwen-
det, da es sich um Sequenzen handelt und die aufeinanderfolgenden Bilder

1 TuSimple https://github.com/TuSimple/tusimple-benchmark
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Abbildung 6.3: Beispielszene aus dem TuSimple-Datensatz mit Fahrstreifenannotationen (grün)
auf Autobahnen. In Rot wird hier die Abtastung der Linienzüge in Bildzeilen
visualisiert. Bildquelle: https://github.com/TuSimple/tusimple-benchm
ark

kaum Unterschiede aufweisen, wodurch sie für das Training wenig relevant
sind. Es wird jedes 20. Bild jeder Sequenz verwendet, sodass pro Sequenz mit
16 Bildern trainiert wird. Da das Frontbild im Format 1550×2048 Pixel (Breite
×Höhe) vorliegt, die Fahrstreifen jedoch nur im unteren Teil des Bildes existie-
ren und für die Prädiktion idealerweise eine Bildgröße teilbar durch Zellgröße
verwendet wird, wird nur ein quadratischer Ausschnitt 1536 × 1536 Pixel am
unteren Rand des Bildes für das Training eingesetzt, der aufgrund der Rechen-
zeit auf 640 × 640 Pixel skaliert wird.

Die Kartendaten in einem Umkreis von 80 m um die Fahrzeugpose werden mit
der bereitgestellten Software in das Bild der Frontkamera projiziert und in Bild-
koordinaten umgerechnet. Um die Menge an Stützpunkten gering zu halten,
wird auf alle projizierten Linienzüge der Ramer-Douglas-Peucker-Algorithmus
(RDP) [Ram72] angewendet, der die Anzahl der Stützpunkte eines Linienzugs
unter Erhaltung der Struktur reduziert2. Um die projizierten Linienzüge in
die entsprechende Zielformulierung zu übertragen, werden die Linienzüge
mit dem Zellgitter abgetastet. Algorithmus 1 zeigt die dazu nötigen Schritte.

2 Für die Umsetzung des RDP wird die simplify-Methode von shapely mit einer Toleranz von
0,8 verwendet.
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Für die Berechnung des Schnitts zwischen Zelle und Liniensegment wird die
intersection-Methode von shapely3 verwendet.

Algorithmus 1 Berechnung der Liniensegmente ! im Zellgitter / durch Ab-
tastung der GT-Linienzüge �

! ← ∅

for each 6 ∈ � do

6̃ ← '�%(6) ⊲ Ramer-Douglas-Peucker
for each I ∈ / do

!̂I ← I ∩ 6̃ ⊲ Linienzüge innerhalb der Zelle I
for each ℓ ∈ !̂I do

=← |ℓ |

! ← ! ∪ (ℓ1, ℓ=) ⊲ Erster und letzter Punkt je Zug ℓ
end for

end for

end for

6.2 Evaluationsmetrik

Die durch ihre Parameter verschiedenen Modelle werden zunächst auf ihre
Detektionsfähigkeit hin evaluiert. Während des Trainings wird dazu eine zell-
basierte Evaluation verwendet.

Die zellbasierte Evaluation vergleicht die Prädiktionen und GT innerhalb einer
Zelle und entspricht somit der bereits vorgestellten Assoziation der Prädik-
toren (siehe Abschnitt 4.5). Bei Verwendung von Ankern ist die Assoziation
bereits durch die Position im Training gegeben (siehe Unterabschnitt 4.5.2).
Bei der dynamischen Zuordnung wird die Assoziation nach der Inferenz durch
Minimierung der Assoziationskosten ermittelt (siehe Unterabschnitt 4.5.1).

Eine Prädiktion gilt als positiv, wenn die Konfidenz 2 > 0,5 ist. Wahr-
positiv (TP) ist eine Prädiktion dann, wenn sie einem GT-Liniensegment zuge-
ordnet ist. Als negativ werden Liniensegmente bezeichnet, deren Konfidenz mit

3 Shapely https://github.com/shapely/shapely

70

https://github.com/shapely/shapely


6.2 Evaluationsmetrik

2 ≤ 0,5 geschätzt wird, sodass die wahr-negativen Schätzungen (TN) alle nega-
tiven Prädiktionen sind, die keinem GT-Liniensegment zugeordnet sind. Ist die
Kombination aus Konfidenz und Zuordnung nicht passend so spricht man von
einer Falsch-Positiv-Schätzung (FP) bzw. Falsch-Negativ-Schätzung (FN). Ei-
ne Übersicht gibt Tabelle 6.1. Für die gesamte Zuordnung wird der Recall (Re),
die Precision (Pr), das F1-Maß (F1) und die Accuracy (Acc) berechnet (siehe
Unterabschnitt 2.1.2).

assoziiert nicht assoziiert

Konfidenz
2 > 0,5 wahr-positiv (TP) falsch-positiv (FP)

2 ≤ 0,5 falsch-negativ (FN) wahr-negativ (TN)

Tabelle 6.1: Bestimmung der Wahr-Positiv-Schätzung (TP), Falsch-Positiv-Schätzung (FP), Wahr-
Negativ-Schätzung (TN) und Falsch-Negativ-Schätzung (FN) einer Liniensegment-
prädiktion mit Konfidenz 2.

Für alle wahr-positiven Liniensegmente soll zusätzlich die Abweichung vom
GT-Partner in Bild- oder UV-Koordinaten bestimmt werden. Hierzu wird die
durchschnittliche, absolute Abweichung (MAE) von den folgenden Fehlerma-
ßen berechnet:

1. euklidische Distanz der Start- und Endpunkte (‖·‖2),

2. Differenz der Mittelpunkte (MP),

3. Differenz der Längen (L) und

4. Differenz der Konfidenzen (KfTP).

Zusätzlich betrachten die Experimente die Differenz der Konfidenzen unter
allen Prädiktionen (Kf).

Für die in diesem Kapitel präsentierten Ergebnisse werden die Modelle zum
Zeitpunkt der Konvergenz ausgewertet. Die Epoche der Konvergenz wird in
den Tabellen mit Kv bezeichnet. Je nach Relevanz für das Experiment wird
entweder nur die Inferenzzeit als C⊲⊳ oder die Summe aus Inferenzzeit und
Kostenberechnung als CL je Bild im Batch angegeben. Um die Lesbarkeit der
Tabellen zu verbessern, wird je Block das beste, zweitbeste und drittbeste
Ergebnis hervorgehoben.
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6.3 Trainingssystem

Die Trainings in diesem Kapitel werden auf einem Basisexperiment aufgebaut,
das sich bereits in Vorexperimenten als geeignete Konfiguration gezeigt hat.
Die Konfiguration des Basisexperiments ist in Abschnitt A.2 aufgelistet. Für
jedes Experiment wird eine Batchgröße von 64 oder 32 Bildern gewählt.

Mit einem Early Stopping nach 15 Epochen ohne Kostensenkung4 wird ein
Overfitting vermieden. Wenn ein Training nicht konvergiert, so wird es nach 80
Epochen abgebrochen. Die Netzarchitektur wird mit vortrainierten Gewichten
initialisiert.

Als Optimierer (siehe Unterabschnitt 2.4.8) wird Adam [KB15] verwendet,
da dieser am robustesten gegenüber der Wahl der Hyperparameter ist und
gleichzeitig gute Ergebnisse liefert.

Um eine bessere Generalisierung zu erreichen, werden die Bilder in jedem
Trainingsschritt leicht augmentiert. Analog zu YOLOv2 [RF17] wird die
Helligkeit, der Kontrast und der Farbton angepasst. Zusätzlich wird nach
YOLOv3 [RF18] zufällig zugeschnitten und rotiert, sowie zufällige Berei-
che ausgeschnitten und zufällig befüllt. Eine Spiegelung der Bilder ist für eine
Fahrstreifenerkennung nicht zu empfehlen, da hierdurch die Fahrtrichtung ei-
ner Straße umgekehrt wird und sich das Ego-Fahrzeug auf der linken Fahrbahn
befindet. Die Parameter der Augmentierung befinden sich in Abschnitt A.2.

Es werden jeweils vier Experimente gleichzeitig auf einem Knoten mit zwei
Intel Xeon Platinum 8368 CPUs (je 38 Kerne) mit vier NVIDIA A100-40
GPUs (40 GB) ausgeführt5. Die Implementierung wurde mit PyTorch 1.11.0,
CUDA 11.3 und Python 3.6.8 auf einem Red Hat 8.4 Linux System umgesetzt.

4 Da nur alle 3 Epochen auf dem Validierungsdatensatz evaluiert wird, werden bei einem Early
Stopping nach 15 Epochen 5 Berechnungen zur Validierung der Konvergenz herangezogen.

5 Die Trainings in dieser Arbeit wurden auf dem Supercomputer HoreKa durchgeführt, der vom
Ministerium für Wissenschaft, Forschung und Kunst Baden-Württemberg und vom Bundesmi-
nisterium für Bildung und Forschung gefördert wird.
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6.4 Experimente

6.4 Experimente

Die Kernelemente des vorgestellten Konzepts werden in diesem Abschnitt un-
tersucht und einzelne Gestaltungsoptionen einander gegenüber gestellt. Begin-
nend bei einer initialen Konfiguration werden einzelne Parameterbelegungen
ausgetauscht und deren Auswirkungen betrachtet. Zwischen den Experimenten
werden die Ergebnisse diskutiert und das weitere Vorgehen bestimmt, sodass
im Laufe des Kapitels Entscheidungen für eine geeignete Parametrisierung
getroffen werden. Die Visualisierung der Prädiktion im Bild erfolgt typischer-
weise wie in Abbildung 6.4.

Abbildung 6.4: Prädiktion mit der Basiskonfiguration auf dem Argoverse-Datensatz. Eine Prä-
diktion wird sowohl vollständig (rechts) als auch gefiltert (links) visualisiert. Die
Farbschemata der beiden Varianten sind daneben dargestellt. Links wird mit der
Farbe die Orientierung der Prädiktion kodiert und somit ein Eindruck der Fahrt-
richtung vermittelt. Rechts kodiert die Farbe die Konfidenz eines Liniensegments
von Dunkelblau (2 = 0) bis rot (2 = 1).

6.4.1 Rezeptives Feld

Die Vergrößerung des rezeptiven Feldes durch Aufweitung der Kernel in den
faltenden Schichten (Unterabschnitt 4.3.3) wird in diesem Abschnitt unter-
sucht. Tabelle 6.2 zeigt Experimente bei dem der Kernel auf jedes, jedes
zweite, dritte und vierte Pixel angewendet wird.

Die Tabelle zeigt, dass die Aufweitung im Training keine Verbesserung bringt.
Mit jedem Aufweitungsschritt verringert sich das F1-Maß. Für weitere Expe-
rimente wird daher keine Aufweitung eingesetzt.
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d F1 Re Pr Acc Kf KfTP ‖·‖2 MP L

1 0,44 0,47 0,41 0,96 0,06 0,18 3,58 3,06 4,21

2 0,43 0,47 0,40 0,96 0,06 0,18 3,62 3,13 4,27

3 0,43 0,43 0,43 0,96 0,06 0,19 3,60 3,12 4,22

4 0,42 0,47 0,39 0,96 0,06 0,19 3,72 3,23 4,40

Tabelle 6.2: Ergebnisse des Experiments mit Aufweitungen (d) von ein bis vier Pixeln.

6.4.2 Linienrepräsentationen und Aktivierungsfunktionen

Im Konzeptteil werden vier Linienrepräsentationen vorgestellt (siehe Ab-
schnitt 4.4). Da die Randkoordinaten und Euler-Winkel bereits in [MSPS21]
keinen Vorteil gegenüber den kartesischen Start- und Endpunkten gezeigt ha-
ben, beschränkt sich dieser Abschnitt auf die kartesischen Start- und Endpunkte
(SE) sowie die erst im Laufe dieser Arbeit entwickelten Mittelpunkt-Richtung-
Koordinaten (MR).

Linie �6,�2 F1 Re Pr Acc Kf KfTP ‖·‖2 MP L Kv

SE Li,Li 0,42 0,45 0,40 0,96 0,08 0,23 3,55 3,69 2,53 48

SE Li,Si 0,42 0,45 0,39 0,96 0,06 0,22 3,58 3,70 2,62 27

SE Si,Li 0,43 0,46 0,40 0,96 0,07 0,19 4,72 4,57 5,09 69

SE Si,Si 0,42 0,47 0,39 0,96 0,06 0,17 4,67 4,49 5,08 30

MR Li,Li 0,44 0,47 0,42 0,96 0,07 0,21 3,53 3,05 4,19 51

MR Li,Si 0,43 0,48 0,40 0,96 0,06 0,18 3,56 3,07 4,19 39

MR Si,Li 0,44 0,47 0,42 0,96 0,06 0,19 3,74 3,32 4,72 66

MR Si,Si 0,44 0,48 0,41 0,96 0,06 0,16 3,77 3,30 4,74 42

Tabelle 6.3: Experiment zum Vergleich verschiedener Linienrepräsentationen (Linie) und Akti-
vierungsfunktionen für Geometrie �6 und Konfidenz �2 .

In Tabelle 6.3 werden die Ergebnisse der Trainings dargestellt. Es wird je ein
Netz mit der jeweiligen Linienrepräsentation und einer Auswahl an Aktivie-
rungsfunktionen trainiert. Für die Geometrie und die Konfidenz wird jeweils
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entweder die Sigmoid-Funktion (Si) oder die lineare Aktivierungsfunktion (Li)
gewählt.

Die MR-Darstellung erreicht unabhängig von der Aktivierungsfunktion ein
besseres F1-Maß. Die Konfidenzen werden unabhängig von der Linienre-
präsentation mit einer Sigmoid-Aktivierung (*,Si) präziser geschätzt. Die-
ser Unterschied zeigt sich insbesondere bei der Differenz der Konfidenz der
TPs (KfTP).

Abbildung 6.5: Beispielbilder für das beste Ergebnis (MR Li,Si) der Untersuchung der Linienre-
präsentation und Aktivierungsfunktionen.

Die Schätzung der Geometrie ist in diesem Experiment mit einer linearen
Aktivierung (Li,*) am besten. Dabei zeigt die (SE Li,*)-Variante eine bessere
Schätzung der Länge der Liniensegmente (L), während die (MR Li,*)-Variante
die Start- und Endpunkte (‖·‖2) sowie den Mittelpunkt (MP) präziser schätzt.
Die Sigmoid-Aktivierung ist für die Geometrie nicht erfolgversprechend, da
große geometrische Fehler entstehen, die sich insbesondere in Abbildung 6.6
im Vergleich zu Abbildung 6.5 zeigen.

Zusammenfassend besteht zwischen den Linienrepräsentationen nur ein ge-
ringfügiger Unterschied, sodass beide für die vorliegende Aufgabe geeignet
sind. Für weitere Experimente werden die MR-Koordinaten verwendet, da

das F1-Maß höher ist.

Zudem sollten für eine höhere Präzision der Ergebnisse beide Linienrepräsen-
tationen mit einer linearen Aktivierungsfunktion für die Geometrie trainiert
werden. Für die Konfidenz ist der Unterschied zwischen Sigmoid und linearer
Aktivierung nicht ausschlaggebend. Da aus theoretischer Sicht die Sigmoid-
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(a) kartesische Start- und Endpunkte (SE) mit Sigmoid-Funktion (Si) für die Geometrie und lineare Aktivie-
rungsfunktion (Li) für die Konfidenz

(b) kartesische Start- und Endpunkte (SE) mit Sigmoid-Funktion (Si) für die Geometrie und Sigmoid-
Funktion (Si) für die Konfidenz

Abbildung 6.6: Beispielbilder für Ergebnisse mit der Sigmoid-Aktivierungsfunktion auf der SE-
Darstellung.

Aktivierungsfunktion für die Konfidenz geeigneter ist, wird diese empfohlen
und für die weiteren Experimente verwendet. Ein Beispielbild der besten Va-
riante im Experiment findet sich in Abbildung 6.5.

Für dieses Experiment wird das Training mit einer quadratischen Kostenfunk-
tion durchgeführt. Um den Exponentialanteil der Sigmoid-Funktion auszu-
gleichen und somit verschwindende Gradienten zu vermeiden, wird in der
Literatur empfohlen, eine logarithmische Kostenfunktion einzusetzen (siehe
Abschnitt 2.4). Tabelle 6.4 zeigt die Ergebnisse mit einer binären Kreuzentro-
pie als Kostenfunktion für die Sigmoid-Aktivierungsfunktion der Konfidenz.
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L �6,�2 Kfkt. F1 Re Pr Acc Kf KfTP ‖·‖2 MP L Kv

SE Li,Si quad. 0,42 0,45 0,39 0,96 0,06 0,22 3,58 3,70 2,62 27

MR Li,Si quad. 0,43 0,48 0,40 0,96 0,06 0,18 3,56 3,07 4,19 39

SE Li,Si BCE 0,42 0,45 0,39 0,96 0,06 0,20 3,64 3,74 2,66 24

MR Li,Si BCE 0,43 0,46 0,41 0,96 0,06 0,19 3,67 3,13 4,32 24

Tabelle 6.4: Erweiterung der Experimente zum Vergleich der Linienrepräsentationen mit der binä-
ren Kreuzentropie (BCE) als Kostenfunktion (Kfkt.) im Vergleich zur quadratischen
Kostenfunktion (quad.) für die Konfidenz.

Diese zeigt, dass die binäre Kreuzentropie keine Verbesserung der Ergebnisse
bringt. Zudem zeigt sich mit dieser Kostenfunktion bereits nach 24 Epochen
ein Overfitting auf den Trainingsdaten, sodass das gelernte Modell schlecht
generalisiert. Somit wird weiterhin die Sigmoid-Aktivierungsfunktion für

die Konfidenz mit einem quadratischen Fehlermaß trainiert.

6.4.3 Anker

Für die Anker der Prädiktoren (siehe Abschnitt 4.5) wird in diesem Ab-
schnitt geprüft, welcher Clusterraum am geeignetsten ist. Da die Mittelpunkt-
Richtungskoordinaten (MR) aus Mittelpunkt-Koordinaten (M) und Richtungs-
koordinaten (R) bestehen, werden in diesem Abschnitt sowohl die Kombinati-
on als auch die einzelnen Dimensionen untersucht. Zudem werden in Unterab-
schnitt 4.5.2 zwei Strategien zur Bestimmung der Anker vorgestellt (Clustering
und Gleichverteilung), die in diesem Abschnitt ebenfalls betrachtet werden.

Anteil der Mehrfachzuweisungen

Zum Vergleich der verschiedenen Ankerstrategien und Clusterräume wird un-
tersucht, wie häufig im Validierungsdatensatz mehr als ein GT-Liniensegment
demselben Anker zugewiesen wird. Diese Metrik gibt Auskunft darüber, wie
gut die GT mit den Ankern repräsentiert werden kann. Jede Mehrfachzuwei-
sung kann nicht im Training auftauchen, da es keinen Prädiktor gibt, der das
entsprechende GT-Liniensegment als Trainingszielvorgabe erhält.
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Anteil Abstand zum oberen

Mehrfachzuweisungen Bildrand (in Zellen)

Cluster Schnitt Median Max. Mittelw. Varianz

R 6-Means 21,41 20,96 55,78 9,12 18,06

R 8 gleichverteilt 27,88 27,41 67,66 9,51 17,14

R 8-Means 21,05 19,54 58,33 9,03 18,10

R 16-Means 18,85 16,17 60,06 8,72 17,79

R 24-Means 16,88 14,29 59,03 8,50 18,57

M 6-Means 20,05 19,05 61,54 8,82 19,53

M 8 gleichverteilt 21,14 19,16 65,97 8,61 20,08

M 8-Means 19,62 17,49 63,41 8,62 20,35

M 16-Means 15,02 12,07 64,29 8,11 20,38

M 24-Means 13,40 10,53 61,90 7,75 20,56

MR 6-Means 20,06 19,23 56,18 8,99 18,84

MR 8-Means 20,10 18,59 59,38 8,86 19,17

MR 16 gleichverteilt 17,81 15,70 57,14 8,54 19,14

MR 16-Means 17,13 14,88 56,46 8,37 19,90

MR 24gleichverteilt 15,92 13,80 53,36 8,35 18,78

MR 24-Means 15,05 12,50 55,78 8,14 20,68

Tabelle 6.5: Anteil der Mehrfachzuweisungen der Anker je Bild als Durchschnitt, Median und
Maximum des Datensatzes. In der rechten Spalte sind zudem die Positionen der
Mehrfachzuweisungen im 20 × 20 Zellgitter als Mittelwert und Varianz über den
Datensatz aufgetragen.

In Tabelle 6.5 wird der Anteil der Anker, bei denen eine Mehrfachzuweisung
auftritt, für die Clustermerkmale Mittelpunkt-Richtung-Koordinaten (MR),
Mittelpunkt-Koordinaten (M) und Richtungskoordinaten (R) verglichen. Hier
zeigt sich, wie zu erwarten, dass eine höhere Anzahl der Anker zu weniger
Mehrfachzuweisungen führt. Im Training führt eine Steigerung der Anzahl der
Anker jedoch typischerweise zu weniger Trainingserfolg, da immer weniger
Trainingsbeispiele für den einzelnen Prädiktor zur Verfügung stehen. Zusätz-
lich tritt im Mittelpunktraum eine Doppelung im Schnitt weniger häufig

auf als in den anderen Räumen, jedoch gibt es hier mehr Ausreißer.
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Beim Vergleich zwischen den :-Means-Prädiktoren und den gleichverteilten
Ankervarianten sind die :-Means-Prädiktoren die bessere Wahl in Bezug
auf die Mehrfachzuweisungen.

Position der Mehrfachzuweisungen

Neben der Betrachtung der Anzahl der Mehrfachzuweisungen ist die Position
der Mehrfachzuweisungen im Bild relevant. Wenn eine Ankervariante bspw.
primär am Horizont Doppelungen aufweist, ist diese einer über das ganze Bild
verteilten Ankervariante deutlich vorzuziehen. Tabelle 6.5 zeigt die Abstände
(in Anzahl an Zellen) vom oberen Bildrand für ein Zellgitter von 20×20 Zellen.
Erneut zeigen hier die Mittelpunkt-Koordinaten (M) die besseren Ergebnis-

se, gefolgt von der Mittelpunkt-Richtung-Koordinaten (MR). Die Unterschiede
zwischen den einzelnen Varianten sind hier jedoch deutlich geringer.

Trainingsergebnisse

Neben den Mehrfachzuweisungen werden bei der Bewertung der unterschied-
lichen Clusterräume insbesondere die Trainingseigenschaften betrachtet. Die
Ergebnisse eines solchen Vergleichs zeigt Tabelle 6.6.

Die Ergebnisse zeigen, dass die Mittelpunkt-Koordinaten (M) zwar weniger
Doppelzuweisungen im Datensatz erzeugen, das Training mit diesen Ankern
dennoch ein schlechteres F1-Maß erzielt als die Vergleichsexperimente. Zu-
dem sind die geometrischen Abweichungen fast doppelt so hoch wie bei den
übrigen Ankervarianten. Die Ergebnisse der Richtungskoordinaten (R) und
Mittelpunkt-Richtung-Koordinaten (MR) sind ähnlich, wobei R einen höheren
Recall (Re) und MR eine höhere Precision (Pr) aufweisen.

Generell steigt das F1-Maß, je weniger Prädiktoren das Netz zur Verfü-
gung hat. Dies ist darin begründet, dass mit wenigen Prädiktoren ein einzelner
Prädiktor deutlich häufiger verantwortlich ist und daher häufiger Kosten zuge-
wiesen bekommt, von denen er lernen kann. Gleichzeitig steigt die geome-

trische Präzision mit Anzahl der Prädiktoren, da sich ein Prädiktor immer
stärker auf bestimmte geometrische Eigenschaften spezialisieren kann. Die
für Konvergenz nötige Anzahl an Trainingsepochen nimmt mit der Zahl der
Prädiktoren zu.
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A |% | C F1 Re Pr Acc Kf KfTP ‖·‖2 MP L Kv CL

R 6 kM 0,45 0,50 0,41 0,95 0,07 0,15 4,22 3,77 4,60 48 27

R 8 gl 0,47 0,47 0,48 0,97 0,04 0,13 5,69 4,76 6,87 42 26

R 8 kM 0,44 0,47 0,43 0,96 0,05 0,16 4,06 3,66 4,36 45 27

R 16 kM 0,40 0,42 0,39 0,98 0,04 0,21 3,48 3,25 4,11 36 29

R 24 kM 0,38 0,37 0,39 0,99 0,02 0,22 3,09 2,98 3,80 54 29

M 6 kM 0,41 0,43 0,39 0,95 0,08 0,22 7,58 7,19 6,51 33 28

M 8 gl 0,40 0,41 0,38 0,96 0,06 0,20 6,87 6,65 7,89 72 28

M 8 kM 0,39 0,41 0,38 0,96 0,06 0,21 6,86 6,62 5,43 78 27

M 16 kM 0,32 0,34 0,30 0,98 0,05 0,29 6,84 6,76 5,70 51 30

M 24 kM 0,29 0,29 0,30 0,98 0,03 0,30 6,78 6,80 5,19 69 30

MR 6 kM 0,44 0,48 0,41 0,95 0,07 0,19 3,83 3,27 4,28 30 27

MR 8 kM 0,44 0,47 0,41 0,96 0,06 0,16 3,51 3,05 4,14 39 27

MR 16 gl 0,41 0,41 0,42 0,98 0,03 0,19 3,17 2,67 3,76 66 29

MR 16 kM 0,40 0,40 0,41 0,98 0,03 0,21 2,79 2,40 3,06 42 29

MR 24 gl 0,39 0,41 0,38 0,99 0,02 0,20 2,83 2,36 3,34 57 29

MR 24 kM 0,38 0,41 0,36 0,99 0,03 0,21 2,32 2,00 2,62 57 30

Tabelle 6.6: Ergebnisse der Trainings mit unterschiedlichen Clusterräumen (A), Anzahl der Anker
( |% |) und Clustervariante (C) als :-Means (kM) oder gleichverteilte Anker (gl).

Im Vergleich zwischen :-Means und gleichverteilten Ankern weisen die
gleichverteilten Anker immer ein besseres F1-Maß auf als die :-Means-
Variante mit der gleichen Anzahl an Prädiktoren. Gleichzeitig sind jedoch
die geometrischen Distanzen, insbesondere bei gleichverteilten R-Ankern,

deutlich schlechter als bei den :-Means-Varianten.

Es muss demnach anhand der Anwendung zwischen geometrischer Präzisi-
on und hohem F1-Maß priorisiert werden. Im Folgenden wird zugunsten ei-
nes höheren F1-Maßes priorisiert und daher mit den Mittelpunkt-Richtung-

Koordinaten mit 8-Means-Ankern weitergearbeitet.
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6.4.4 Dynamische Zuordnung

In Unterabschnitt 4.5.1 wird die dynamische Zuordnung der Prädiktoren zur
GT vorgestellt. In diesem Abschnitt wird untersucht, ob dies einen Vorteil
gegenüber den festen Ankern bietet. Es werden zudem zwei Strategien für
die Assoziation vorgestellt: mit und ohne Konfidenz im Assoziationsraum (2).
Tabelle 6.7 zeigt die Ergebnisse der Trainings zum Vergleich.

l1;l0 l6;l2 2 F1 Re Pr Acc KfTP ‖·‖2 MP L Kv CL
1
9 ; 8

9
1
2 ; 1

2 - 0,44 0,47 0,42 0,96 0,17 3,54 3,04 4,13 45 27
1
9 ; 8

9
1
2 ; 1

2 × 0,46 0,53 0,40 0,96 0,24 3,67 3,15 3,61 48 204
1
11 ; 10

11
1
2 ; 1

2 × 0,46 0,46 0,45 0,96 0,25 3,77 3,24 3,76 45 208
1
11 ; 10

11
2
3 ; 1

3 × 0,45 0,44 0,46 0,97 0,26 3,63 3,12 3,56 54 197
1
13 ; 12

13
1
2 ; 1

2 × 0,45 0,44 0,47 0,97 0,26 3,64 3,13 3,60 45 199
1
13 ; 12

13
2
3 ; 1

3 × 0,43 0,39 0,50 0,97 0,27 3,68 3,18 3,63 45 201
1
9 ; 8

9
1
2 ; 1

2 X 0,59 0,68 0,52 0,97 0,14 4,79 4,05 4,76 48 196
1
11 ; 10

11
1
2 ; 1

2 X 0,60 0,64 0,58 0,97 0,15 4,71 3,96 4,64 51 197
1
11 ; 10

11
1
3 ; 2

3 X 0,61 0,64 0,59 0,97 0,14 4,75 4,01 4,58 51 197
1
11 ; 10

11
1
6 ; 5

6 X 0,60 0,65 0,56 0,97 0,14 4,88 4,08 4,77 30 210
1
11 ; 10

11
2
3 ; 1

3 X 0,59 0,62 0,56 0,97 0,19 4,76 3,99 4,66 30 194
1
13 ; 12

13
1
2 ; 1

2 X 0,60 0,62 0,59 0,97 0,14 4,72 3,99 4,63 48 194
1
13 ; 12

13
1
3 ; 2

3 X 0,60 0,61 0,58 0,97 0,17 4,77 4,03 4,61 24 201
1
13 ; 12

13
1
6 ; 5

6 X 0,61 0,62 0,60 0,97 0,14 4,77 4,04 4,67 51 196
1
13 ; 12

13
2
3 ; 1

3 X 0,59 0,61 0,58 0,97 0,17 4,67 3,95 4,63 48 200

Tabelle 6.7: Vergleich der dynamischen Zuordnung mit (X) und ohne (×) Einbeziehung der Kon-
fidenz in die Assoziation (2) sowie mit unterschiedlicher Gewichtung der Konfidenz-
terme (l0; l1). Zum Vergleich zeigt die erste Zeile die Variante mit festen Ankern.

Die Unterschiede der beiden Varianten zeigen sich deutlich. Wenn die Konfi-
denz nicht in den Assoziationsraum aufgenommen wird, so ist das Ergebnis
vergleichbar mit bisherigen Experimenten mit einer leichten Verbesserung des
F1-Maßes und der Schätzung der Länge der Liniensegmente.
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Wird die Konfidenz in den Assoziationsraum aufgenommen, so steigt das

F1-Maß um 15 Prozentpunkte. Gleichzeitig sind die geometrischen Abwei-
chungen mindestens ein halbes Pixel schlechter als ohne Konfidenz in der
Assoziation.

(a) l0 =
8
9 , l1 =

1
9 , l6 =

1
2 , l2 =

1
2 ohne Konfidenz in der Assoziation

(b) l0 =
12
13 , l1 =

1
13 , l6 =

1
6 , l2 =

5
6 mit Konfidenz in der Assoziation

Abbildung 6.7: Beispielbilder für Trainings mit einer dynamischen Zuordnung. Die Schätzung
der Konfidenz ist ohne Konfidenz im Assoziationsraum, insbesondere im vorderen
Bildbereich, deutlich schlechter.

Bei Betrachtung der Ergebnisbilder in Abbildung 6.7 zeigt sich dieser Unter-
schied deutlich. Wenn die Konfidenz nicht im Assoziationsraum enthalten ist,
wird die Konfidenz von Liniensegmenten am Horizont besser geschätzt als
am unteren Bildrand. Dies ist darauf zurückzuführen, dass die Prädiktoren am
Horizont sehr häufig in einem Trainingsbeispiel verantwortlich sind und somit
Kosten zugewiesen bekommen. Am unteren Bildrand ist durch die Perspekti-
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ve die Varianz der Mittellinien-Position sehr groß, sodass für viele Zellen im
Training seltener verantwortliche Konfidenzkosten formuliert werden.

Durch die Verbesserung des F1-Maßes ist die dynamische Zuordnung den
Ankern klar vorzuziehen. Wird ein schnelles, effizientes Training benötigt, gilt
diese Einschätzung jedoch nicht, da ein Training mit vordefinierten Ankern

schneller konvergiert und kürzere Trainingszeiten aufweist, sodass für die
Einzelstudien in dieser Arbeit weiter mit den Ankern trainiert wird.

6.4.5 Skalierung

Die Anzahl der Zellen und damit deren Auflösung können mit einer Erwei-
terung des Decoders erhöht werden. In Unterabschnitt 4.3.2 werden die Ar-
chitekturen für Zellen der Größe 32 × 32 Pixel, 16 × 16 Pixel und 8 × 8 Pixel
vorgestellt. Tabelle 6.8 zeigt verschiedene Trainings auf den drei Skalen (�)
mit unterschiedlicher Gewichtung der Konfidenzkostenterme (verantwortlich
l1 und nicht verantwortlichl0). Für die Experimente muss eine Batchsize von
32 gewählt werden, da die Varianten mit der größten Skalierung einen deutlich
größeren Speicher benötigen als die bisherigen Trainings.

� l1;l0 F1 Re Pr Acc Kf KfTP ‖·‖2 MP L Kv C⊲⊳

32 1
9 ; 8

9 0,44 0,47 0,42 0,96 0,06 0,17 3,54 3,04 4,13 45 10

16 1
9 ; 8

9 0,34 0,53 0,26 0,97 0,06 0,19 1,69 1,51 1,98 30 27

16 1
13 ; 12

13 0,37 0,46 0,32 0,98 0,05 0,21 1,66 1,47 1,94 45 27

16 1
17 ; 16

17 0,38 0,41 0,35 0,98 0,05 0,25 1,62 1,44 1,92 30 27

8 1
13 ; 12

13 0,27 0,47 0,19 0,98 0,05 0,26 0,80 0,72 0,99 27 42

8 1
17 ; 16

17 0,28 0,40 0,22 0,98 0,04 0,28 0,78 0,71 0,97 27 42

8 1
33 ; 32

33 0,24 0,20 0,31 0,99 0,03 0,39 0,74 0,67 0,91 12 43

Tabelle 6.8: Ergebnisse der Trainings mit unterschiedlichen Skalierungen des Zellgitters (�).

Die Tabelle zeigt deutliche Unterschiede insbesondere in der Inferenzzeit des
Netzes (C⊲⊳). Die Precision und damit das F1-Maß sinkt mit jeder Vergrößerung
des Zellgitters ab, sodass der initial gewählte Skalierungsfaktor von 32 das

beste Ergebnis liefert. Dies ist durch die verrauschten GT-Daten begründet,
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durch die die Position der Mittellinie nicht präzise und konsistent bestimmt
werden kann. Dadurch streuen die GT-Linien insbesondere am unteren Bild-
rand, was sich als Ungenauigkeit in der Prädiktion widerspiegelt. Dies zeigt
sich insbesondere bei Betrachtung der Visualisierung in Abbildung 6.8: in
mehreren Zellen am unteren Bildrand wird je ein Liniensegment für dieselbe
GT-Linie prädiziert.

(a) 16 × 16 Pixel je Zelle

(b) 8 × 8 Pixel je Zelle

Abbildung 6.8: Prädiktion auf verschiedenen Skalierungsstufen. Je mehr Zellen das Zellgitter hat,
desto mehr Zellen werden durch verrauschte GT-Daten aktiviert. Dies führt bei
mehr Zellen zu einem höheren Recall. Dies kann durch eine NMS leicht behoben
werden.

Der geometrische Fehler der Prädiktion verringert sich bei jedem Skalierungs-
schritt, sodass die mittlere Abweichung bei einer Auflösung von 8 × 8 Pixeln
im Subpixelbereich liegt. Mit einer geeigneten Non-Maximum-Suppression
(NMS), wie sie in Kapitel 5 eingeführt wurde, kann der Recall deutlich redu-
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ziert und gleichzeitig die geometrische Präzision beibehalten werden, sodass
die Skalierung auf 8 × 8 Pixel Zellen in Kombination mit einer NMS eine

sinnvolle Option ist. Es gilt jedoch für jede Anwendung individuell abzuwä-
gen, ob die zwei- bis vierfache Inferenzzeit für höhere Skalen gerechtfertigt
ist.

6.4.6 Diskretisierung

Durch die Diskretisierung der Linienzüge in räumliche Zellen wird bei starken
Krümmungen ein Fehler gegenüber der GT erzeugt. Dieser Fehler entsteht zum
einen durch das Entfernen von Stützpunkten innerhalb einer Zelle und zum
anderen bei den randgebundenen Linienrepräsentationen durch Extrapolation
oder Kürzung von Linien, um am Rand der Zelle zu enden bzw. zu starten.

Um eine Einschätzung des Fehlers zu bekommen, wird zum einen die maximale
Abweichung der entfernten Knotenpunkte zum Liniensegment je Zelle (�max)
gemessen – dies entspricht der Idee der Hausdorff-Distanz zwischen dem
Linienzug und dem neuen Liniensegment. Zum anderen wird die entfernte
Fläche (�) zwischen dem Liniensegment und dem GT-Linienzug beschrieben
(siehe Abbildung 6.9).

Abbildung 6.9: Bei starken Krümmungen der Linienzüge kann es zu Diskretisierungsfehlern kom-
men. Wenn der Linienzug (rot) durch das Liniensegment (blau) approximiert wird,
wird die eingeschlossene Fläche (blau schraffiert) sowie der maximale Abstand
zum Linienzug (gelb) evaluiert, um den Diskretisierungsfehler zu quantifizieren.

Tabelle 6.9 zeigt die Ergebnisse auf 700 zufällig gewählten Bildern aus dem
Argoverse-Datensatz. Die Verkleinerung der Zellen reduziert den Diskretisie-
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rungsfehler im gleichen Maß wie die Zellgröße. Sämtliche Distanzmaße �

halbieren sich bei jedem Skalenschritt, bei dem jeweils die Zellbreite/-höhe
ebenfalls halbiert wird. Die Fläche � zeigt diesen Trend ebenfalls. Gleichzei-
tig wird die Inferenzzeit, wie bereits im vorangehenden Abschnitt beschrieben,
deutlich erhöht. Auch hier muss demnach eine Abwägung je nach Anwendung
vorgenommen werden.

Skale �max max(�max) �sum max(�sum) C⊲⊳

32 7,7 31,7 246 1335 10

16 4,0 15,2 71 345 27

8 2,1 7,8 20 112 42

Tabelle 6.9: Die maximale Distanz �max der GT-Linie zu den Liniensegmenten durch die Diskre-
tisierung je Bild, zusammengefasst als das Mittel �max und das Maximum im Daten-
satz max(�max) . Die Summe der Flächen �sum zwischen den Liniensegmenten und
den GT-Linien je Bild als Mittelwert �sum und Maximum im Datensatz max(�sum) .
Zur Bestimmung der Daten wurden 700 zufällige Bilder aus dem Argoverse-Datensatz
ausgewählt.

6.4.7 Gewichtung der Kostenfunktion

Die Gewichtung der Kostenterme kann, wie in den bisherigen Experimenten,
empirisch oder nach [KGC18] über die Varianz f2 der Einzelterme erfol-
gen (siehe Abschnitt 4.6). Für die bisherigen Experimente wurden konstan-
te Kostengewichte für verantwortliche Prädiktoren mit l1 =

7
8 und nicht-

verantwortlichen Prädiktoren mit l0 =
1
8 eingesetzt. Die Geometriekosten

wurden gegenüber den Konfidenzkosten bisher gleich gewichtet, sodassl6 =
1
2

und l2 =
1
2 . Für die Experimente in diesem Abschnitt, bei denen die Gewich-

tung gelernt wird, wird l2 konstant gesetzt, da dies nur ein Vorfaktor für die
Einzelgewichte l1 und l0 ist, wie Gleichung 6.1 und Gleichung 6.2 zeigen.
✶1 und ✶0 beschreiben dabei die Indikatorfunktion aus Gleichung 4.12 für
verantwortliche und nicht-verantwortliche Prädiktoren.
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L = l6L6 + l2L2 (6.1)

L = l6L6 + l2 (✶1l1 (2 − 1)2 + ✶0l0 (2 − 0)2) (6.2)

Hierbei sind die logf· zusätzliche Parameter, die im Training angepasst wer-
den. Die Gewichtung der Kostenterme ergibt sich daraus mit konstantem l2
als

l6 =
1

2f2
6

, l0 =
1

f2
0

, l1 =
1

f2
1

. (6.3)

Tabelle 6.10 und Tabelle 6.11 zeigen die Trainingsergebnisse der gelernten
Variante mit unterschiedlicher Initialisierung der Gewichtung und Variation
der Lernrate. Die Spalten l∗ beschreiben den Wert der Gewichte nach 80
Epochen, wobei die Gewichte zur Stabilität des Trainings auf das Intervall
[0,05; 20] begrenzt werden.

l1;l0 l6;l2 F1 Re Pr Acc ‖·‖2 MP L l∗1 l∗0 l∗6
1
9 ; 8

9
1
2 ; 1

2 0,44 0,47 0,42 0,96 3,54 3,04 4,13 - - -
1
2 ; 1

2
1
2 ; 1

2 0,13 0,75 0,07 0,66 4,00 3,45 4,83 20,00 2,45 2,25
1
9 ; 8

9
1
2 ; 1

2 0,45 0,45 0,47 0,97 3,43 2,97 4,13 2,32 20,00 2,41

1;1 1;1 0,13 0,75 0,07 0,66 4,00 3,44 4,85 20,00 2,28 2,23

1;8 1;1 0,45 0,48 0,43 0,96 3,47 3,00 4,16 2,49 20,00 2,43

Tabelle 6.10: Trainingsergebnisse mit Gewichtung der Kostenfunktion nach [KGC18] mit Lernrate
0,001. Zum Vergleich werden verschiedene Initialisierungen für die Konfidenzge-
wichte für verantwortliche Prädiktionen l1 und nicht verantwortliche Prädiktionen
l0 sowie die Gewichte für Geometrie l6 und Konfidenz l2 ausprobiert. Mit l∗

werden die Gewichte bezeichnet, zu denen die Trainings konvergieren. Alle Gewichte
wurden im Training auf das Intervall [0,05; 20] begrenzt.

Die Tabelle zeigt, dass in diesem Experiment die Konfidenzgewichte (l0, l1)
bereits im richtigen Verhältnis initialisiert werden müssen, um ein hohes F1-
Maß zu erreichen. Diese Stellschraube zum Ausgleich zwischen Precision und
Recall kann nicht durch das Netz gelernt werden.

Die gelernte Gewichtung der Kostenfunktion bringt somit für diese An-

wendung keinen Vorteil für die Gewichtung der Konfidenzen, da die Initia-
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l1;l0 l6;l2 F1 Re Pr Acc ‖·‖2 MP L l∗1 l∗0 l∗6
1
9 ; 8

9
1
2 ; 1

2 0,44 0,47 0,42 0,96 3,54 3,04 4,13 - - -
1
2 ; 1

2
1
2 ; 1

2 0,34 0,60 0,24 0,93 3,73 3,22 4,24 2,00 1,99 1,90
1
9 ; 8

9
1
2 ; 1

2 0,44 0,45 0,43 0,96 3,49 3,05 4,02 0,44 3,54 1,90

1;1 1;1 0,34 0,61 0,23 0,92 3,74 3,24 4,29 4,04 4,00 3,17

1;8 1;1 0,45 0,44 0,45 0,96 3,53 3,05 4,09 3,69 20,00 3,18

Tabelle 6.11: Trainingsergebnisse mit Gewichtung der Kostenfunktion nach [KGC18] mit Lernrate
0,0001. Zum Vergleich werden verschiedene Initialisierungen für die Konfidenzge-
wichte für verantwortliche Prädiktionen l1 und nicht verantwortliche Prädiktionen
l0 sowie die Gewichte für Geometrie l6 und Konfidenz l2 ausprobiert. Mit l∗

werden die Gewichte bezeichnet, zu denen die Trainings konvergieren. Alle Gewichte
wurden im Training auf das Intervall [0,05; 20] begrenzt.

lisierung bereits im richtigen Verhältnis erfolgen muss, um ein erfolgreiches
Training durchführen zu können. Die gelernten Gewichte können jedoch als
Validierung und Feinabstimmung für die Gewichtung zwischen Geometrie und
Konfidenz verwendet werden. Für zukünftige Experimente wäre es interessant,
die Konfidenzgewichte konstant zu lassen und lediglich die Gewichtung der
Geometriekosten zu lernen.

6.5 Qualitative Ergebnisse

Um einen qualitativen Eindruck der Ergebnisse zu bekommen, präsentiert
dieser Abschnitt die Prädiktion auf dem TuSimple und dem KAI-Datensatz.
Auf dem Argoverse-Datensatz werden anschließend vier Szenen diskutiert und
Herausforderungen identifiziert. Die verwendeten Konfigurationen befinden
sich im Anhang Abschnitt A.2.

In Abbildung 6.10 wird die Anwendung auf Markierungen in Luftbildern (KAI-
Datensatz) aus der eigenen Veröffentlichung [MSPS21] gezeigt. Die Linien-
segmente beschreiben dabei zwei Klassen von Markierungen: durchgezogen
und gestrichelt. Über die Richtung des Liniensegments kann die Fahrtrichtung
der Fahrstreifen geschätzt werden. Die Richtung wird dabei über die Sortie-
rung als Start- und Endpunkt kontinuierlich mitgeschätzt. Nach [MSPS21]

88



6.5 Qualitative Ergebnisse

erreicht die Schätzung ein punktbasiertes F1-Maß von 89 % und hat lediglich
Schwierigkeiten mit ungewöhnlichen Objekten wie im rechten Bild.

Abbildung 6.10: Prädiktionen auf dem KAI-Testdatensatz veröffentlicht in [MSPS21]. Die Klas-
sifikation der Liniensegmente wird hier verwendet, um hetereogene Objekte zu
unterscheiden. Alle Varianten schätzen ebenfalls eine Richtung der Markierung
und beschreiben die Fahrtrichtung des Fahrstreifens damit korrekt. Bildquelle der
Luftbilder: ©Stadt Karlsruhe | Liegenschaftsamt

Abbildung 6.11 zeigt Ergebnisse verschiedener Trainings auf dem TuSimple-
Datensatz Hier werden die Fahrstreifen der Autobahnszenarien ebenfalls mit
einer Fahrtrichtung geschätzt. Wie in [MSPS21] gezeigt erreichen die Er-
gebnisse den Stand verwandter Arbeiten, ohne jedoch die für Autobahnen
spezialisierten Modellannahmen zu benutzen.

Abbildung 6.11: Prädiktionen auf dem TuSimple-Datensatz mit 8× 8 Pixel Zellen. Die Linienseg-
mente sind farblich nach ihrer Orientierung im Bild kodiert, sodass die geschätzte
Fahrtrichtung visualisiert wird.

89



Datensätze

Abbildung 6.12 zeigt Prädiktionen auf verschiedenen Szenen des Argoverse-
Datensatzes mit festen Ankern bzw. der dynamischen Zuordnung im Training.
Die ausgewählten Szenen zeigen die Eigenschaften der Detektion auf dem
Argoverse-Datensatz. Die Liniensegmente sind hier farblich nach der Ori-
entierung kodiert. Dadurch lässt sich unterscheiden, welcher Fahrstreifen in
Fahrtrichtung (lila, rot, orange) und welcher in die Gegenrichtung (gelb) be-
fahren wird.

In der obersten Zeile ist eine vierspurige Straße mit einem Fahrradstreifen ab-
gebildet. Dieser wird von dem hier präsentierten Ansatz einwandfrei detektiert,
ist jedoch in der GT nicht vorhanden. Es gibt genauso Szenen, in denen der
Fahrradstreifen in der Karte vorhanden und somit eine valide GT ist.

Die zweite Szene beinhaltet Bilder, die bei Gegenlicht aufgenommen wurden,
sodass die Straße stark reflektiert. Trotz dieser Herausforderung kann noch
eine weitestgehend korrekte Schätzung ermittelt werden.

Auch in der dritten Zeile stellen Schatten und parkende Fahrzeuge eine Heraus-
forderung für die Prädiktion dar. Zudem handelt es sich hier um eine Straße mit
nur einer Fahrtrichtung, sodass sich das Ego-Fahrzeug auf dem Fahrstreifen
links außen befindet. Dies kommt nur selten im Trainingsdatensatz vor.

In der untersten Zeile wird eine Kreuzung gezeigt, die erfolgreich erkannt
wurde. Hier tauchen jedoch deutlich mehr Fehler auf als in einfacheren Szenen.
Insbesondere kann eine Detektion rein auf dem Kamerabild zwar bereits sehr
viele Informationen ableiten, jedoch bedarf es für präzise Detektionen eines
größeren Sichtfelds oder einer zeitlichen Sequenz von Bildern.

Die quantitativ bereits gezeigte Verbesserung der Ergebnisse durch die dyna-
mische Zuordnung zeigt sich auch in den Beispielbildern. Die Linienzüge sind
konsistenter und weisen weniger Fehlschätzungen auf.
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(a) Anker (b) Dynamische Zuordnung (c) Ground Truth

Abbildung 6.12: Prädiktion auf dem Argoverse-Datensatz mit vordefinierten Ankern in Spalte a)
und dynamischer Zuordnung in Spalte b). Die Farbe der Liniensegmente kodiert
deren Ausrichtung im Bild und gibt somit einen Eindruck über die Fahrtrichtung.
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6.6 Qualitative Ergebnisse der Nachverarbeitung

Die in Kapitel 5 vorgestellten Möglichkeiten für eine weitere Verarbeitung
der Daten, sollen in diesem Abschnitt beleuchtet werden. Abbildung 6.13
und Abbildung 6.14 zeigen die Ergebnisse der Non-Maximum-Suppression,
umgesetzt als DBSCAN-Clustering, sowie die Verbindungsschätzung durch
Baumsuche, die in [MSPS21] gezeigt wurden.

(a) Prädiktion (b) NMS mit DBSCAN

Abbildung 6.13: Prädiktion und Non-Maximum-Suppression (NMS) mit DBSCAN auf dem KAI-
Testdatensatz veröffentlicht in [MSPS21]. Die Farben visualisieren die Klasse der
Markierungen: durchgezogen (gelb) und gestrichelt (rot). Bildquelle der Luftbil-
der: ©Stadt Karlsruhe | Liegenschaftsamt

Abbildung 6.15 zeigt die Ergebnisse der Nachverarbeitung auf dem TuSimple-
Datensatz für einige Ansätze, die in [Sch22] untersucht wurden. Weitere Bei-
spiele dazu finden sich in Abschnitt A.5.

DBSCAN, MuSSP und das GNN mit NMS-Kosten konnten für eine Non-
Maximum-Suppression überzeugen. Die Instanzen der Fahrstreifen und eine
korrekte Verbindung der Liniensegmente schätzt nur MuSSP korrekt. Au-
ßerdem kann die Kombination aus einem GNN und der Kuhn-Munkres-
Zuordnung (GNN+KMZ) in einem zweischrittigen Verfahren aus NMS und
Verbindungsschätzung ein valides Ergebnis liefern. Weder die harte Zuwei-
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(a) Prädiktion (b) NMS mit DBSCAN

(c) Verbindungsschätzung als Baumsuche (d) Ground Truth

Abbildung 6.14: Prädiktion und Nachverarbeitung auf dem TuSimple-Datensatz veröffentlicht
in [MSPS21]. a) zeigt die Prädiktion mit der Orientierung des Liniensegments
farblich hervorgehoben. b) beinhaltet die Ergebnisse nach der NMS mit dem
DBSCAN-Clustering. Die Farben visualisieren auch hier die Orientierung. In c)
sind die Instanzen, die aus der Baumsuche resultieren, farblich getrennt visuali-
siert.

sung der NMS-Kosten noch die Verbindungskosten sind für die vorliegenden
Anwendungen geeignet.

Auf innerstädtische Topologien lassen sich sowohl MuSSP als auch GNN+KMZ
übertragen, wenn an Aufspaltungen und Zusammenführung von Fahrstreifen
eine neue Instanz begonnen wird und diese Stellen bereits in der YOLinO-
Architektur klassifiziert werden.
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(a) Kuhn-Munkres-Zuordnung

(b) MuSSP

(c) NMS-GNN

(d) NMS-GNN + Kuhn-Munkres-Zuordnung

(e) NMS-GNN + Verbindungskosten

Abbildung 6.15: Ergebnisbilder (links) und Ausschnitte daraus (rechts) evaluiert auf dem
TuSimple-Datensatz für verschiedene Nachverarbeitungsschritte. Die besten Er-
gebnisse erzielt MuSSP. Die Farben der Liniensegmente identifizieren je eine
Instanz. Segmente der gleichen Farbe werden als verbunden geschätzt. Bildquel-
le: [Sch22]
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In dieser Arbeit wurde ein Ansatz vorgestellt, der linienförmige Kartenmerk-
male in Echtzeit detektieren kann. Sowohl explizit sichtbare Linien (Markie-
rungen) als auch implizite Linien (Fahrstreifenmittellinien) können präzise
geschätzt werden. Dazu setzt der Ansatz eine rein vorwärtsgerichtete Archi-
tektur ein und benötigt keine iterativen Verfahren, da die Linienzüge durch ein
Zellgitter diskretisiert geschätzt werden. In den vorhergehenden Kapiteln und
Veröffentlichungen im Rahmen dieser Arbeit [MSPS21] konnte gezeigt wer-
den, dass der Ansatz echtzeitfähig ist, Linien in beliebigen Szenen erkennen
kann und sogar für komplexe Kreuzungsgeometrien im urbanen Raum geeig-
net ist. Die vorgeschlagene Diskretisierung ermöglicht es, beliebige gerichtete,
kreuzende und zusammenlaufende Liniengeometrien ohne Modellvorgaben in
neuronalen Netzen zu repräsentieren. Dies war in einer vorwärtsgerichteten
Netzarchitektur bisher nicht möglich.

Die vorgestellte Repräsentation gibt für jedes Liniensegment die Fahrtrich-
tung kontinuierlich an und kann Instanzen verschiedener Linienzüge eindeutig
unterscheiden, ohne dazu auf eine Diskretisierung der Richtung oder eine
Klassifikation zurückgreifen zu müssen. Die Anwendung wurde auf Fahrstrei-
fenrändern, -mittellinien sowie den Markierungen sowohl auf Autobahnen als
auch im innerstädtischen Bereich gezeigt (siehe Abschnitt 6.5). Der Stand
der Forschung scheitert hier überwiegend bereits an der Repräsentation von
Kreuzungen (siehe Kapitel 3).

Mithilfe der Klassifikation jedes Liniensegments können verschiedenste Kar-
tenmerkmale gleichzeitig identifiziert werden: Markierungen können nach ih-
rer Semantik (gestrichelt und durchgezogen) klassifiziert oder Mittellinien von
Fahrstreifenrändern unterschieden und gemeinsam prädiziert werden.

In Einzelstudien (siehe Kapitel 6) wurden die Aspekte der Konzeption, die für
eine erfolgreiche Prädiktion relevant sind, gezeigt. Aus den Ergebnissen der
Studien lassen sich folgende Empfehlungen ableiten:
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1. Die Anzahl der Prädiktoren muss je nach Anwendung abgewägt werden.
Je mehr Prädiktoren es gibt, desto besser wird die Geometrie der Linien-
segmente geschätzt, jedoch sinkt die Präzision der Konfidenzschätzung.

2. Sowohl die Mittelpunkt-Richtung-Koordinaten (MR) als auch die karte-
sischen Start- und Endpunkte (SE) sind geeignet für eine Schätzung im
Zellgitter. MR liefert dabei die besseren Ergebnisse.

3. Im Vergleich zwischen Ankerdefinitionen liefern Anker, die datenge-
trieben auf dem vollen MR-Clusterraum mittels Clustering bestimmt
werden, die besten Trainingsergebnisse.

4. Eine dynamische Zuordnung im Training erreicht ein besseres F1-Maß
als ein Training mit Ankern, weist jedoch deutlich längere Trainingszei-
ten und größere geometrische Abweichungen auf.

5. Die Skalierung des Zellgitters geht mit einem höheren Rauschen einher,
ist jedoch in Verbindung mit einer NMS zu empfehlen. Die verbesserten
Ergebnisse müssen für eine Anwendung gegen die höhere Inferrenzzeit
abgewogen werden.

Ausblick

Der Ansatz ist so gestaltet, dass die Architektur einfach auf mehr oder an-
dere Sensordaten erweitert werden kann. Alternativ kann auch der Encoder
so erweitert werden, dass die Sensordaten in eine Draufsicht transformiert
werden [LWWZ22b] und der Decoder entsprechend die Fahrstreifen in der
Draufsicht schätzt. Die Repräsentation lässt sich ohne Änderung in andere
Perspektiven, wie die Draufsicht, übertragen. Bei Verwendung von Ankern
müssen diese an den Datensatz angepasst werden, weisen dann jedoch weniger
Mehrfachzuweisungen auf, als es für perspektivische Bilder der Fall ist (siehe
Unterabschnitt 6.4.3).

Die Anker werden in dieser Arbeit durch ein :-Means-Clustering bestimmt
(siehe Unterabschnitt 4.5.2). Für zukünftige Arbeiten ist es interessant zu
untersuchen, ob eine aufwändigere Optimierung Vorteile gegenüber dem :-
Means hat. Damit könnte direkt bei Bestimmung der Anker die Anzahl der
Mehrfachzuweisungen minimiert werden, sodass alle Liniensegmente im Trai-
ningsdatensatz vollständig abgebildet werden könnten.
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7 Schlussfolgerungen und Ausblick

Alternativ können die Anker nicht für den gesamten Datensatz, sondern für
jede Zelle im Bild individuell bestimmt werden, da sich die Verteilung der
Liniensegmente zwischen den Zellen stark unterscheidet. Abbildung A.4 zeigt
die Verteilung der Liniensegmente auf dem TuSimple-Datensatz.

Linienzüge und Kreuzungen

In Abschnitt 6.6 konnte gezeigt werden, dass die Liniensegmente mit ver-
schiedenen Methoden zu Linienzügen kombiniert werden können. Für eine
Non-Maximum-Suppression (NMS) eignen sich insbesondere ein graphen-
basiertes neuronales Netz (GNN), ein Clustering mit DBSCAN sowie die
Pfadsuche im Graphen mit MuSSP (siehe Abschnitt 5.2). Um aus den Linien-
segmenten einen Linienzug zu schätzen bietet sich ebenfalls MuSSP sowie der
Kuhn-Munkres-Algorithmus mit einer entsprechenden Kostenformulierung an
(siehe Abschnitt 5.3). Da der Kuhn-Munkres-Algorithmus mittlerweile auch
als differenzierbares neuronales Netz präsentiert wurde [APV21], sind alle
Module des vorgestellten Systems lernbar. Mit der Kombination aus YOLinO,
einem GNN und einer anschließenden gelernten Zuordnung (Kuhn-Munkres-
Algorithmus) lässt sich ein einziges Ende-zu-Ende-Netz konstruieren, das die
vollständigen, verbundenen Linienzüge im Bild direkt schätzen kann.

Alternativ kann Modellwissen einbezogen werden, um die Linienzüge in ei-
ner Szene zu schätzen. In den verwandten Arbeiten (Kapitel 3) wurde bereits
der Mangel an geeigneten Liniendetektoren für eine modellgetriebene Kreu-
zungsschätzung hervorgehoben. Bisher verarbeiten diese Schätzer punktba-
sierte Messungen wie eine semantische Segmentierung oder Bilddaten sowie
linienförmige Merkmale wie bspw. Trajektorien [MWLS19]. Ein Detektor,
der Markierungen oder Mittellinien als Linien in Echtzeit präsentiert, existiert
bisher nicht. Mit dem in dieser Arbeit vorgestellten Ansatz wurde diese Lü-
cke geschlossen. Er liefert nicht nur Liniendetektionen, sondern gleichzeitig
eine Hypothesenschätzung zur Verteilung der Liniensegmente im Bild. Mit
modellbasierten Schätzungen, wie sie von der Autorin in [MWLS19,MWL20]
vorgestellt wurden, kann diese Repräsentation verwendet werden, um eine
vollständige Kreuzungsrepräsentation probabilistisch abzuschätzen. Eine zu-
sätzliche NMS oder Verbindungsschätzung ist dafür gar nicht notwendig.
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Zukünftige Anwendungen

Die Schätzung der Liniensegmente aus dieser Arbeit wurde für die Anwen-
dung auf Fahrstreifen entworfen, ist jedoch generisch einsetzbar. Dadurch kann
nicht nur die Anwendung im kartenlosen Fahren ermöglicht werden, sondern
unterschiedliche andere Disziplinen.

Die in der Einleitung diskutierte Kartenwahrnehmung konnte mit dieser Arbeit
um einen entscheidenden Aspekt erweitert werden. Es kann nun in Echtzeit
die genaue Geometrie der Fahrstreifen geschätzt werden. Durch die in dieser
Arbeit präsentierte Repräsentation lassen sich dann mit einem modellbasierten
Ansatz Verkehrsregeln oder Nachbarschaftsbeziehungen ableiten. Ebenso kann
die Schätzung mit vorhandenen Karten fusioniert werden.

Auch aktuelle Systeme, die auf eine hochgenaue Karte aufbauen, profitieren
von dieser Arbeit. Eine semantische Lokalisierung in einer Karte benötigt
einen Detektor, der in der Umgebung die Elemente der Karte erkennt, sodass die
Detektionen mit dieser assoziiert werden können. Dies wird bisher über flächige
Schätzungen wie eine semantische Segmentierung umgesetzt. In [MPHS22]
konnte gezeigt werden, dass mit linienförmigen Merkmalen eine schnelle und
hochgenaue Lokalisierung umgesetzt werden kann. Diese Arbeit liefert dazu
den echtzeitfähigen Detektor.

Alternativ zu dem eingangs vorgestellten modularen Systemaufbau werden
Ende-zu-Ende-Ansätze in der Forschung diskutiert [HSG+20], die aus Sen-
sordaten direkt die Steuerbefehle für die Aktorik berechnen. Hier wird weder
eine Karte benötigt noch eine Szenenrepräsentation berechnet. Diese Ansät-
ze haben den Vorteil, dass die Informationen nie auf eine interpretierbare
Zwischenrepräsentation verdichtet und dadurch reduziert werden müssen. Der
klare Nachteil ist jedoch die mangelnde Nachvollziehbarkeit der Entscheidun-
gen. Die Ergebnisse aus [HSG+20] zeigen, dass die Schätzung der Steuerbe-
fehle verbessert wird, wenn neben den Steuerbefehlen interpretierbare Reprä-
sentationen der Szene geschätzt werden. Die Autoren untersuchen dies mit
einer semantischen Segmentierung. Da in modularen Systemen bisher eine
Kartendarstellung elementar ist, eignet sich die in dieser Arbeit präsentierte
Repräsentation ideal als Alternative für die Repräsentation in diesen Ende-zu-
Ende-Ansätzen. Zudem ist die Berechnung der Linienrepräsentation effizienter
als eine semantische Segmentierung und benötigt somit weniger Systemres-
sourcen.
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7 Schlussfolgerungen und Ausblick

Somit ermöglicht der in dieser Arbeit vorgestellte Ansatz nicht nur aktuell rele-
vante Anwendungen der Kartenwahrnehmung, Kartierung und Lokalisierung.
Auch in zukünftigen, möglicherweise vollständig gelernten Systemen, behält
die diskretisierte Darstellung von Kartenelementen ihre Relevanz.
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A.1 Architektur

Name Merkmalskarte Filter Kernel

Eingangsbild 3x640x640

Conv 32 3x3

Max-Pool 32x320x320 2x2

Conv 64 3x3

Max-Pool 64x160x160 2x2

Conv 128 3x3

Conv 64 1x1

Conv 128 3x3

Max-Pool 128x80x80 2x2

Conv 256 3x3

Conv 128 1x1

Conv 256 3x3

Max-Pool 256x40x40 2x2

Conv 512 3x3

Conv 256 1x1

Conv 512 3x3

Conv 256 1x1

Conv 512 3x3

Max-Pool 512x20x20 2x2

Conv 1024 3x3

Conv 512 1x1

Conv 1024 3x3

Conv 512 1x1

Conv 1024x20x20 1024 3x3

Tabelle A.1: Darknet19-Encoder
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A.1 Architektur

Name Merkmalskarte Filter Kernel

Embedding 1024x20x20

Conv |% | · |+ |x20x20 |% | · |+ | 1x1

Tabelle A.2: YOLinO-Decoder mit Skalierungsfaktor 32

Name Merkmalskarte Filter Kernel Stride

Embedding 1024x20x20

Transp-Conv (up) 1024x40x40 1024 3x3 2

Zusammenführung 1024x40x40 + 512x40x40

Conv 1536 3x3 1

Conv 1024 1x1 1

Conv 1024x40x40 1024 3x3 1

Conv |% | · |+ |x40x40 |% | · |+ | 1x1

Tabelle A.3: YOLinO-Decoder mit Skalierungsfaktor 16

Name Merkmalskarte Filter Kernel Stride

Embedding 1024x20x20

Transp-Conv (up) 1024x40x40 1024 3x3 2

– Zusammenführung 1024x40x40 + 512x40x40

Conv 1536 3x3 1

Conv 1024 1x1 1

Conv 1024x40x40 1024 3x3 1

Transp-Conv (up) 1024x80x80 1024 3x3 2

– Zusammenführung 1024x80x80 + 256x80x80

Conv 1280 3x3 1

Conv 512 1x1 1

Conv 512x80x80 512 3x3 1

Conv |% | · |+ |x80x80 |% | · |+ | 1x1

Tabelle A.4: YOLinO-Decoder mit Skalierungsfaktor 8
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Bild 3x640x640

Conv 3x3, 32

Max-Pool 2x2

Conv 3x3, 64

Max-Pool 2x2

Conv 3x3, 128

Conv 1x1, 64

Conv 3x3, 128

Max-Pool 2x2

Conv 3x3, 256

Conv 1x1, 128

Conv 3x3, 256

Max-Pool 2x2

Conv 3x3, 512

Conv 1x1, 256

Conv 3x3, 512

Conv 1x1, 256

Conv 3x3, 512

Max-Pool 2x2

Conv 3x3, 1024

Conv 1x1, 512

Conv 3x3, 1024

Conv 1x1, 512

Conv 3x3, 1024

Embedding 1024x20x20

Conv 1x1, |% | |+ |

Zellgitter 20x20

Skalierungsfaktor 32

TConv 3x3, 1024

Fusion

Conv 3x3, 1536

Conv 1x1, 1024

Conv 3x3, 1024

Conv 1x1, |% | |+ |

Zellgitter 40x40

Skalierungsfaktor 16

TConv 3x3, 1024

Fusion

Conv 3x3, 1536

Conv 1x1, 1024

Conv 3x3, 1024

TConv 3x3, 1024

Fusion

Conv 3x3, 1280

Conv 1x1, 512

Conv 3x3, 512

Conv 1x1, |% | |+ |

Zellgitter 80x80

Skalierungsfaktor 8

Abbildung A.1: Architektur mit drei Skalierungsvarianten
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A.2 Konfigurationen der Experimente

A.2 Konfigurationen der Experimente

Parameter Wert

Aktivierung Linear, Sigmoid

Anker-Offset X

Ankervariablen SE

Ankerverteilung :-Means

Anzahl Prädiktoren 8

Augmentierung Zuschnitt, Rotation, Jitter, Auslassen

Augmentierung: Rotationsbereich 0,01

Augmentierung: Zuschnittsbereich 0,17

Dilation 1

Konfidenz 0.5

Kosten Geometrie, Konfidenz

Kostenfunktion Euklidsche Distanz, SSE

Kostenfunktion: Gewichte Konfidenz 5; 1

Kostenfunktion: Gewichte je Variable 10; 1

Kostenfunktion: Gewichtung normiert

Lernrate 0,0001

Linienrepräsentation SE

Optimierer Adam

Skale 32

Tabelle A.5: Basisexperiment auf dem Argoverse-Datensatz

105



A Anhang

Parameter Wert

Aktivierung Linear,Sigmoid

Anker-Offset X

Ankervariablen M,R

Ankerverteilung dynamische Zuordnung

Anzahl Prädiktoren 8

Augmentierung Zuschnitt,Rotation,Jitter,Auslassen

Augmentierung: Rotationsbereich 0,01

Augmentierung: Zuschnittsbereich 0,17

Dilation 1

Konfidenz 0,5

Kosten Geometrie,Konfidenz

Kostenfunktion Mittelwert der L2-Norm,MSE

Kostenfunktion: Gewichte Konfidenz 1;8

Kostenfunktion: Gewichte je Variable 1;1

Kostenfunktion: Gewichtung Konstante Gewichte

Lernrate 0,0001

Linienrepräsentation MR

Optimierer Adam

Skale 32

Tabelle A.6: Konfiguration für Argoverse Prädiktion für Tabelle 6.7
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A.2 Konfigurationen der Experimente

Parameter Wert

Aktivierung Linear,Sigmoid

Anker-Offset X

Ankervariablen M,R

Ankerverteilung :-Means

Anzahl Prädiktoren 8

Augmentierung Zuschnitt,Rotation,Jitter,Auslassen

Augmentierung: Rotationsbereich 0,01

Augmentierung: Zuschnittsbereich 0,17

Dilation 1

Konfidenz 0,5

Kosten Geometrie,Konfidenz

Kostenfunktion Mittelwert der L2-Norm,MSE

Kostenfunktion: Gewichte Konfidenz 1;8

Kostenfunktion: Gewichte je Variable 1;1

Kostenfunktion: Gewichtung Gelernte Gewichte

Linienrepräsentation MR

Optimierer Adam

Skale 32

Tabelle A.7: Konfiguration für Argoverse Prädiktion für Tabelle 6.10 und Tabelle 6.11
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Parameter Wert

Aktivierung Sigmoid,Sigmoid

Anker-Offset ×

Ankervariablen SE

Ankerverteilung :-Means

Anzahl Prädiktoren 8

Augmentierung Zuschnitt,Rotation,Jitter,Auslassen

Augmentierung: Rotationsbereich 0,01

Augmentierung: Zuschnittsbereich 0,25

Dilation 8

Konfidenz 0,5

Kosten Geometrie,Konfidenz

Kostenfunktion norm,SSE

Kostenfunktion: Gewichte Konfidenz 5;1

Kostenfunktion: Gewichte je Variable 4;1

Kostenfunktion: Gewichtung fixed

Lernrate 0,0001

Linienrepräsentation SE

Optimierer Adam

Skale 8

Tabelle A.8: Konfiguration für TuSimple Prädiktion Abbildung 6.11 und Abbildung 6.15
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A.2 Konfigurationen der Experimente

Parameter Wert

Aktivierung Linear,Sigmoid

Anker-Offset X

Ankervariablen M,R

Ankerverteilung :-Means

Anzahl Prädiktoren 8

Augmentierung Zuschnitt,Rotation,Jitter,Auslassen

Augmentierung: Rotationsbereich 0,01

Augmentierung: Zuschnittsbereich 0,17

Dilation 1

Konfidenz 0,5

Kosten Geometrie,Konfidenz

Kostenfunktion normmean,msemean

Kostenfunktion: Gewichte Konfidenz 1;8

Kostenfunktion: Gewichte je Variable 1;1

Kostenfunktion: Gewichtung Konstante Gewichte

Lernrate 0,0001

Linienrepräsentation MR

Optimierer Adam

Skale 32

Tabelle A.9: Konfiguration für Argoverse Prädiktion Abbildung 6.12a
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Parameter Wert

Aktivierung Linear,Sigmoid

Anker-Offset X

Ankervariablen M,R

Ankerverteilung dynamische Zuordnung

Anzahl Prädiktoren 8

Augmentierung Zuschnitt,Rotation,Jitter,Auslassen

Augmentierung: Rotationsbereich 0,01

Augmentierung: Zuschnittsbereich 0,17

Dilation 1

Konfidenz 0,5

Kosten Geometrie,Konfidenz

Kostenfunktion Mittelwert der L2-Norm,MSE

Kostenfunktion: Gewichte Konfidenz 1;10

Kostenfunktion: Gewichte je Variable 1;5

Kostenfunktion: Gewichtung Konstante Gewichte

Lernrate 0,0001

Linienrepräsentation MR

Optimierer Adam

Skale 32

Tabelle A.10: Konfiguration für Argoverse Prädiktion Abbildung 6.12b
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A.3 Datensätze

Cityscapes

Der ursprüngliche Cityscapes-Datensatz [COR+16] beinhaltet die semantische
Segmentierung von Kamerabildern. Diese sind für die aktuelle Aufgabe alleine
nicht nutzbar, da keinerlei Karteninformationen annotiert sind. Ein interner
Datensatz wurde jedoch zu diesem Basisdatensatz erstellt, sodass zusätzlich
Annotationen für Markierungen bestehen.

Die Fahrbahnmarkierungen sind als Polygone in Bildkoordinaten annotiert und
mit einer Klasse versehen, die die Verkehrsregelsemantik widerspiegelt: Be-
randung von Fußgänger-Überwegen, Schmalstrich, Breitstrich, Schmalstrich
durchgezogen, Breitstrich durchgezogen, schraffierter Bereichen, Haltelinie an
Kreuzungen/Ampeln/Einmündungen, Zebrastreifen, Zick-Zack-Markierung als
Hinweis auf Parken/Halten-Verboten, Begrenzung eines Fahrradstreifens und
alle Pfeilkombinationen. Zur Verwendung in dieser Arbeit müsste für die Po-
lygone die Mittellinie der Geometrie geschätzt werden, da eine Schätzung der
Randpolygone nicht zielführend ist.

CULanes

CULanes [PSL+18] beinhaltet Frontsicht-Kamerabilder aus Peking, die Anno-
tationen für Fahrstreifenränder beinhalten. Die Szenen beschränken sich somit
auf innerstädtische Szenen einer Großstadt. Die Annotationen sind als Pixel-
koordinaten von B-Splines gegeben und daher für die Verwendung in dieser
Arbeit geeignet. Jeder Fahrstreifenrand ist zudem bei Verdeckungen gegeben.

Hier gilt zu beachten, dass pro Bild maximal vier Fahrstreifenränder und in
Kreuzungen alle Fahrstreifen nur bis zur Haltelinie annotiert wurde. Dies kann
zur Verschlechterung eines Trainings beitragen.
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Nuscenes

Nuscenes [CBL+20] stellt geeignete Sensordaten sowie eine Karte bereit. Diese
Karte hat jedoch nur 2D Informationen, sodass die Projektion ins Kamerabild
massive Fehler aufweist. Hier wäre nur eine Draufsichtschätzung möglich.
Zudem ist die Kalibrierung der Kameras nicht ideal und produziert dadurch
Fehler in der Distanz.

Lyft

Lyft1 ist ähnlich zu Nuscenes stellt die Karte jedoch nur als eine pixelweise
Ansicht ihrer eigentlichen Vektorkarte vor. Dies macht die Verarbeitung der
Karten unpräzise, da keinerlei geometrische Informationen vorliegen und die
Auflösung zu gering ist.

BDD100k

Der Datensatz BDD100K [YCW+20] ist ein rein kamerabasierter Datensatz. Zu
120 000 000 Bildern werden verschiedene Annotationen zu Verfügung gestellt.
Neben einer Szenenklassifikation über die Gegend (city street, residential,
highway), die Wetterverhältnisse (clear, cloudy, ...) und die Tageszeit (daytime,
night) gibt es Annotationen der Fahrbahnmarkierungen.

Die sichtbaren Fahrbahnmarkierungen werden in diesem Datensatz als pixel-
weise Annotation und zusätzlich als vektorielle Annotationen in Bildkoor-
dinaten bereitgestellt. Die Klassen der Markierungen wurden mit road curb,
crosswalk, double white, double yellow, double other color, single white, single
yellow, single other color bezeichnet und zusätzlich in dashed und continuous
unterschieden. Als dritte Ebene wird angegeben, ob sich die Markierung par-
allel (parallel) oder orthogonal zur Fahrtrichtung (perpendicular) befindet.

1 Lyft Datensatz https://level-5.global/level5/data/
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LLamas

Der Llamas-Datensatz [BS19] beinhaltet Autobahnszenarien und stellt Mar-
kierungsdetektionen bereit, die für gestrichelte Markierungen mit beigefügtem
Code zu Fahrstreifenrändern interpoliert werden können. Jede Markierung ist
einer Fahrstreifenrandinstanz zugeordnet jedoch nicht klassifiziert. Die Au-
toren stellen zudem einen Benchmark bereit für die Segmentierung sowie die
Fahrstreifenschätzung2.

Apollo Synthetic

Der synthetische 3D-Fahrstreifen-Datensatz von Apollo [GCZ+20] stellt Bil-
der von simulierten Szenarien zur Verfügung, in denen die Fahrstreifenränder
und -mittellinien in 3D-Kamerakoordinaten annotiert sind. Zusätzlich wur-
de für jeden Rand eine Vielzahl von Klassen bestimmt, die das Aussehen
(dashed,solid,single,double,parking,yellow,white) und die Semantik im Stra-
ßenverkehr (left,right,fork,merge) beschreiben.

VPGNet

Der VPGNet-Datensatz [LKY+17] stellt für urbane Szenen Markierungsan-
notationen mit 17 verschiedenen Klassen bereit. Da die Annotationen jedoch
als pixelweise Klassifikation angegeben sind und zudem in Kreuzungen nicht
vollumfassend sind wird dieser Datensatz nicht verwendet.

VIL100

Der VIL100 [ZZF+21] stellt Fahrstreifenränder für Autobahn-Szenen als Li-
nienannotation in Pixelkoordinaten bereit. Zudem werden die Informationen
auch als semantische Segmentierung mit einer angenommenen Breite von 30px
bereitgestellt.

2 https://unsupervised-llamas.com/llamas/benchmark_splines
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ApolloScape

ApolloScape [MZZ+19] beinhaltet, neben vielen für diese Arbeit nicht inter-
essanten Aufgaben, Stereobilder mit Markierungsannotationen als pixelweise
Klassifikation sowie einen Benchmark zu dieser Segmentierung.
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A.4 Parameter der Nachverarbeitung

Parameter Wert

Distanzschwellwert d3 2

Winkeldifferenz dU 60◦

Öffnungswinkel dV 80◦

Kosten der Quellenkante 100

Kosten der Senkenkante 100

Knotenkosten −20

Kantenkosten 100 · X

Tabelle A.11: Parameter für MuSSP abhängig von der Distanz X der Knoten einer Kante [Sch22]

.
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A.5 Beispielbilder der Nachverarbeitung auf

TuSimple

(a) Kuhn-Munkres (b) MuSSP

(c) GNN + Kuhn-Munkres (d) NMS-GNN

(e) NMS-GNN + Verbindung

Abbildung A.2: Ergebnisse der Nachverarbeitung für ein Beispielbild aus dem TuSimple-
Datensatz [Sch22]
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A.5 Beispielbilder der Nachverarbeitung auf TuSimple

(a) Kuhn-Munkres (b) MuSSP

(c) GNN + Kuhn-Munkres (d) NMS-GNN

(e) NMS-GNN + Verbindung

Abbildung A.3: Ergebnisse der Nachverarbeitung für ein Beispielbild aus dem TuSimple-
Datensatz [Sch22]
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A.6 Verteilung der Liniensegmente je Zelle im

Bild

Abbildung A.4: Anzahl der Liniensegmente je Winkelbereich als zellbasierte Verteilung auf dem
TuSimple-Trainingsdatensatz bei einer Bildgröße von 320×640 Pixeln und Zellen
mit 32 × 32 Pixel.
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