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Leichtbaulösungen

▪ Erzielbarer Leichtbaugrad ↔ Auslegungsaufwand

Simulationstechnik als Auslegungswerkzeug

▪ Frühe Bewertung der Herstellbarkeit

▪ Struktursimulation mit Prozesseffekten

▪ Reduktion teurer Versuche

▪ Rechenaufwände (iterative Optimierung!)

Ziel: Prozessoptimierungen beschleunigen

▪ Integration von Vorwissen aus ähnlichen Bauteilen

durch Techniken des Maschinenlernens (ML)
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V I R T U E L L E P R O Z E S S K E T T E

I N F O R M A T I O N S F L U S S

Infiltration AushärtungDesign Struktur

O P T I M I E R U N G

adaptiert aus [Kärger et al. 2015]

Virtuelle Prozesskette endlosfaserverstärkter Kunststoffe
am Beispiel des Resin-Transfer-Moulding

Umformung
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Leichtbaulösungen

▪ Erzielbarer Leichtbaugrad ↔ Auslegungsaufwand

Simulationstechnik als Auslegungswerkzeug

▪ Frühe Bewertung der Herstellbarkeit

▪ Struktursimulation mit Prozesseffekten

▪ Reduktion teurer Versuche

▪ Rechenaufwände (iterative Optimierung!)

Ziel: Prozessoptimierungen beschleunigen

▪ Integration von Vorwissen aus ähnlichen Bauteilen

durch Techniken des Maschinenlernens (ML)

▪ Beispielprozess: Umformung technischer Textilien
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Virtuelle Prozessoptimierung

▪ Prozesssimulation als Funktion 𝜑 ∶ 𝑃 ↦ 𝑄

▪ Ziel: Parameteroptimum 𝒑opt mit 𝑞opt = 𝑞 𝒑opt ՜
!
min

▪ Klassische Lösung: Optimierungsalgorithmen

Herausforderung

▪ Komplexe Zielfunktion, mehrere Parameter

՜ zahlreiche Iterationen ՜ Rechenzeit steigt

Effizienzmaßnahme

▪ Integration von „Vorwissen“ in die Optimierung

▪ Gedankenexperiment
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Ausgangssituation

Stand der Technik

𝑞
(𝑝
)

𝑝

𝒑opt

Simulation 𝜑Optimierer 𝑝opt

Parameter 𝑝

Qualität 𝑞

Prozessparameter

Prozessantwort (‚Qualität‘)

„instabil“

„stabil“

„kipp“
𝑥

𝑦

𝑔

𝑦

𝑥

Kippmoment
je Sockelposition
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Vorwissen

▪ Schnelles Näherungsmodell (‚Surrogate‘)

𝜇srg: 𝑃 ↦ 𝑄

mit   𝜇srg ≈ 𝜑

▪ Statistisches Modell

Surrogate-gestützte Optimierung

▪ Surrogate leitet die Suche des Optimierers

▪ Identifikation vielversprechender Kombinationen

▪ Nachrechnen und Rückführung in Datensatz

՜ sukzessive Surrogate-Verfeinerung

6

Surrogate-gestützte Optimierung

Stand der Technik

instabil

Simulation 𝜑

Rückführung

𝒑opt
srg

Optimierer

adaptiert von
Bonte et al. 2007

𝑦

𝑥

stabil

Kipp

Datensatz

Surrogate 𝜇srg

Training

Surrogate Original
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Textilumformung mit Spannrahmen [Zimmerling et al. 2021]

▪ FE-Umformsimulation

(Gewebemodell [Poppe et al. 2018, 2019] )

▪ Optimierung der Materialzuführung

(60 Greifer)

▪ Ziel: Minimierung Scherwinkel 𝜸

Vergleich Optimierung mit und ohne Surrogate

▪ Surrogate schneller als direkte Optimierung

▪ Weniger Simulationsaufrufe

Spannrahmen mit Greifern [Albrecht et al., 2019 (Fh ICT)]
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Anwendungsbeispiel

Stand der Technik

ohne Surrogate 

mit Surrogate

Sampling

Spannrahmen-Simulationsmodell

Stempel
Gewebe

Kett-/Schussrichtung Greifer
𝛾

Visualisierung Scherwinkel 𝛾
Plot der Scherwinkel 𝜸 nach der Umformung
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Surrogate-Modelle …

▪ … unterstützen die Konvergenz in vielen Fällen, …

▪ …aber sind sehr aufgabenspezifisch

՜ Bauteilvarianten nur sehr begrenzt abbildbar

՜ je Bauteil neues Sampling und Training

Beobachtung und Idee

▪ ML-Techniken können komplexe Dynamiken lernen

՜ Eignung für geometrieübergreifendes Surrogate?
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Forschungsbedarf

Stand der Technik

𝜇srg 1 ≠ 𝜇srg 2

𝑔1 𝑔2
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▪ Anwendungsbeispiel

Materialzuführung bei der Umformung

technischer Textilien (Gewebe)

9

Forschungshypothesen

Stand der Technik

Hypothese 1

Es ist möglich, mit ML-Verfahren und Simulationstechnik

Wissen aus generischen Prozessbeispielen zu extrahieren

und auf neue Geometrien anzuwenden

Hypothese 2

Einmal trainiert, beschleunigt dieses ML-Modell

die Optimierung ähnlich wie ein klassisches,

geometrie-spezifisches Surrogate

Generische
Beispielgeometrien

Generische
Prozessparameter

Simulation der
Bauteilqualität
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Idee

▪ Ersatz der klassischen Surrogates 𝜇srg ∶ 𝑃 ↦ 𝑄 + Optimierung

durch eine allgemeinere Funktion 𝜇 ∶ 𝐺 ↦ 𝑃∗

Reinforcement Learning [Sutton and Barto, 2018]

Trial-Error-Training mit Simulationsumgebung

1. Ziehen einer Geometrie 𝑔 aus einem Katalog

2. 𝜇 analysiert 𝑔 und gibt eine Prozessempfehlungen 𝒑

3. Prozesssimulation 𝜑(𝒑) bestimmt Qualität 𝑞

4. Rückführung von 𝑞 und Anpassung von 𝜇
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Überblick

Prozessoptimierung für variable Geometrien

Prozessempfehlung
𝒑

Simulation
𝜑

Qualität 𝑞

…

…

Katalog mit 
Beispiel-

geometrien

„Belohnungssignal“

𝐺

ML-Analyse
𝜇

Geometrie
𝑔
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Geometrieinformation integrieren

▪ Örtlicher Zusammenhang zwischen

Geometrie und Materialdehnung [Zimmerling et al. 2019]

▪ Gut darstellbar in Grauwertbildern

▪ Einsatz von ML-Techniken der Bildverarbeitung

(Neuronale Faltungsnetze)

▪ Zweistufige Funktion 𝜇 [Zimmerling et al. 2020]

1. 𝜇1 : Abschätzen des Dehnungsfelds 𝜸

2. 𝜇2 : Interpretation des Dehnungsfelds,

Ableiten günstiger Prozessparameter
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Geometriecodierung

Prozessoptimierung für variable Geometrien

Prozessempfehlung

𝜇2

𝑝∗ =

𝑝1
…
𝑝𝑛

𝛾12
max

0°

0mm ℎmax 0° 𝛾max

𝜑 unverformt

Funktion 𝜇

Geometrie Scherwinkel 𝛾

𝜇1

[Zimmerling et al. 2020]
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Trainingsverlauf

Prozessoptimierung für variable Geometrien

M
SE

 in
 °

ML-Trainingsepoche

10 -

0 3010 20

0 -

0° 60°

Training von 𝜇1

▪ Datensatz mit Drapiersimulationen

▪ Training: Iterative Anpassung der Kernel- und Netzparameter

▪ Minimierung der Vorhersageabweichung (MSE)

Simulation

ML

Datensatz mit Prozessbeispielen

MSE =
1

𝑛s


𝑗=1

𝑛s

ෝ𝜸𝑗 − 𝜸𝑗
2

Darstellung aus [Trippe, 2019]
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Übertragbarkeit nach Training

Prozessoptimierung für variable Geometrien

Test von 𝜇1 (Beispiel)

▪ Double-Dome Geometrie

▪ Keine Teilmenge der Trainingsdaten

▪ Validierung der ML-Schätzung

▪ Sinnvolles Dehnungsfeld

▪ ∆ 𝜸 max = 4.8° (≈ 10.4%)

▪ Genauigkeit vom Datensatz abhängig

▪ Anzahl Drapiersimulationen

▪ Geometrievielfalt (!) 

՜ Bildbasierte Ansatz geeignet

veränderliche Geometrien zu interpretieren

Geometrie

Simulation 𝜑

𝜇1

0°

50°

𝛾

[Zimmerling et al. 2022]

𝛾max = 45.17°

𝛾max = 49.93°
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Niederhalterunterstützte Textilumformung [Zimmerling et al. 2022b]

▪ Geometriekatalog: Quadergeometrien

▪ Positionierbare Niederhalter am Umfang

▪ Ziel: Textil möglichst glatt in die Form ziehen

՜ Textilkrümmungen messen Qualität
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Anwendungsbeispiel

Prozessoptimierung für variable Geometrien

𝑤1

𝑤2
Beispiele

Symmetriebedingungen

Unterwerkzeug

Gewebe
Kett-/Schussrichtung

Nieder-
halter

Oberwerkzeug

𝑥

𝑦
𝑧

Draufsicht

𝑝2

𝑝1

Krümmung 𝜅qnt (Qualität)
𝜅qnt
max

𝜅qnt
min

Weibull-Fit

𝜅min

𝜅max

Textilkrümmung 𝜅 in 1/mm
(85% Stempelhub)
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Reinforcement Learning [Sutton/Barto 2018]

▪ Samplingphase mit Zufallsparametern

▪ Minimierung der Textilkrümmungen 𝜅 für…

▪ 14 Trainingsgeometrien

▪ 5 ‚unbekannte‘ Validierungsgeometrien
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Ergebnisse

Prozessoptimierung für variable Geometrien
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[Zimmerling et al. 2020]
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Nach ML-Training

▪ Erprobung an neuen Geometrievarianten 

▪ Doppelt-symmetrisch und weitgehend konvex

▪ Außerhalb der Quader-Geometrien

▪ ML-Empfehlungen folgen Geometrievariation

▪ Brauchbare Prozessempfehlung

(ca. 10% Abweichung)
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Ergebnisse

Prozessoptimierung für variable Geometrien

𝑔1 𝑔2 𝑔3 𝑔4 𝑔5 = 𝑔dd

𝑔1

𝑔2

𝑔3

𝑔4

𝑔5 = 𝑔dd

𝑥

𝑧
𝑦

Hypothese 1

Es ist möglich, mit ML-Verfahren und Simulationstechnik

Prozesswissen aus generischen Beispielen zu extrahieren

und auf neue Geometrien anzuwenden

[Zimmerling et al. 2022b]

𝜅qnt( 𝑔5)

𝜅qnt
max

𝜅qnt
min

: „wahres“ Optimum

: geschätztes Optimum
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Beobachtung

▪ Prozessempfehlung brauchbar,

aber noch nicht optimal

Daher

▪ Fortsetzung des Trainings 

auf Zielgeometrie (Double-Dome)

▪ Konvergenz in die Nähe des Optimums

▪ Schrittweise Reduktion der Textilkrümmungen

՜ erfolgreiche Optimierung
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Ergebnisse

Prozessoptimierung für variable Geometrien

𝑔5𝜅qnt
max𝜅qnt

min 𝜅qnt

0 30Anzahl Simulationen

… … … …

Anzahl Simulationen

𝜅qnt
max

𝜅qnt
min

𝜅qnt
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Vergleich der drei Verfahren

▪ Direkt (ohne Surrogate)

▪ SG  (Surrogate nach SdT)

▪ ML (Surrogate mit Geometrieinformation)

Beobachtung

▪ SG und ML schneller als direkt

՜ Integration von Vorwissen

▪ ML erscheint schneller als SG

՜ Einsparung des bauteilspezifischen Samplings

ML-Algorithmus vortrainiert

▪ Erheblicher Aufwand

▪ Entkopplung von Vortraining und Anwendung

20

Ergebnisse

Prozessoptimierung für variable Geometrien

Hypothese 2

Einmal (vor-)trainiert, kann so ein ML-Modell die Optimierung 

beschleunigen, ähnlich wie ein klassisches Surrogate

𝜅qnt
max

𝜅qnt
min

𝜅qnt

Anzahl Simulationen

𝑔5
Direkt

SG

ML

direkt

SG

ML
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Ausgangssituation

▪ Surrogate-Modelle unterstützen Optimierungsrechnungen,

erweisen sich aber als unhandlich bei variablen Geometrien

Methodik

▪ Zweistufige, ML-basierte Optimierungsmethodik

für variable Geometrien

▪ Validierung auf ‚neuen‘ Geometrien und

Vergleich mit klassischen Optimierern

Ergebnisse

▪ Prozessdynamik aus generischen Beispielen erlern- und übertragbar

▪ Prozessempfehlungen konvergieren zum Optimum ähnlich zu

einem klassischem Surrogate

22

Effiziente Prozessoptimierung

Zusammenfassung

Funktion 𝜇

Prozessempfehlung

𝜇2

𝑝∗ =

𝑝1
…
𝑝𝑛

Geometrie Scherwinkel 𝛾

𝜇1

𝜅qnt
max

𝜅qnt
min

𝜅
q
n
t

Sim. ML
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Anwendungsfall

▪ Komplexere Szenarien

▪ Komplexere Geometriecharakteristiken

▪ Weitere Prozessparameter oder zeitliche Auflösung

▪ Weitere Prozesse

Weiteres Vorwissen

▪ Integration physikalischer Gesetze im Training (PINNs) [Raissi et al. 2019]

՜ Physikalisch konsistentes Surrogate für Optimierung [Würth 2022]

Komplexere ML-Ansätze

▪ Graph Neural Networks für weitere Generalisierung

23

Quo vadis ML-Prozessoptimierung?

Ausblick

𝜕𝑇

𝜕𝑡
− 𝑎∆𝑇 = ℎinh



𝑙=1

3
𝜕𝜎𝑙𝑘
𝜕𝑥𝑙

+ 𝑓𝑘 = 𝜌
𝜕2𝑢𝑘
𝜕𝑡2

𝜕𝜌

𝜕𝑡
+ ∇(𝜌𝑢) = 0

𝑡

𝑠

[nabertherm.com]

𝑣𝑖

𝑒𝑖,𝑗

CNN GNN FE-Netz
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