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Resumen

Con el aumento exponencial en la cantidad de datos textuales disponibles en Internet
desde fuentes diversas como redes sociales, blogs/foros, sitios web, correos electréni-
cos, bibliotecas en linea, etc., se ha hecho necesaria la utilizacién de la Inteligencia
Artificial en plataformas digitales, como la aplicaciéon de métodos de aprendizaje
profundo y de reconocimiento de patrones, para que esta informacion pueda ser
aprovechada por todo tipo de modelos de negocios, estudios de mercado, planes de
marketing, campanas politicas o toma de decisiones estratégicas entre otros, con la
finalidad de hacer frente a la competencia y dar respuesta de manera eficiente.

El objetivo de esta tesis doctoral fue desarrollar un modelo que combina clus-
tering, seleccién de atributos y métodos ontoldgicos para la clasificacién semantica
de texto, que permita estructurar una metodologia aplicable en conjuntos de datos
textuales y asi mejorar la clasificaciéon automatica de texto. El modelo propuesto en
esta tesis doctoral se realizé siguiendo los siguientes objetivos especificos: redactar el
estado del arte relacionado con la tematica estudiada; conformacién de un conjunto
de datos textuales lo suficientemente extenso para la aplicacion de las diferentes
técnicas de analisis de datos; desarrollo de una metodologia para la clasificacion
semantica de datos textuales y evaluacion de los resultados obtenidos.

Se pudo determinar que haciendo SToWVector junto con seleccion de atribu-
tos mediante el wrapper MOES (estrategia de busqueda) y NaiveBayesMultinomial
(evaluador) con ACC (métrica), se obtienen mejores resultados con el clasificador
NaiveBayesMultinomial que con otros métodos de clasificacion evaluados. Ademas
el método de busqueda ENORA ha sido utilizado y evaluado demostrando ser un
método eficaz para la seleccion de atributos en datos textuales. De igual manera se
pudo dar significado a los dos clusteres obtenidos, logrando identificar un concepto
para cada cluster. Cluster 1: UE—G20—G77—MEC y clister 2: Resto del mundo.
Ello permiti6 establecer una relacién directa entre los clisters.
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Abstract

With the exponential increase in the amount of textual data available on the Inter-
net from various sources such as: social networks, blogs/forums, websites , emails,
online libraries, etc. It has made necessary the use of artificial intelligence in digital
platforms, the application of parallel processing, deep learning and pattern recogni-
tion so that this information can be used by all kinds of models business, market
research, marketing plans, political campaigns or making strategic decisions among
others, in order to deal with competition and respond efficiently.

This doctoral thesis is focused on developing a model that allows combine clus-
tering, attribute selection and ontological methods for the semantic classification
of text, which allows structuring an applicable methodology in textual data sets to
improve the automatic classification of text. The model proposed in this doctoral
thesis is carried out following the following specific objectives: draft the status of
the art related to the theme studied, conformation of a set of textual data extensive
enough for the application of different data analysis techniques, development of a
methodology for the semantic classification of textual data and evaluation of the
results obtained.

Could determine that by doing SToW Vector together with feature selection using
the MOES wrapper (search strategy) and NaiveBayesMultinomial (evaluator) with
ACC (metric), better results are obtained with the NaiveBayesMultinomial classifier
than with other classification methods evaluated, in addition, the ENORA search
method has been used and evaluated, proving to be an effective method for the
selection of attributes in text data. In the same way, it was possible to give meaning
to the two clusters obtained, managing to identify a concept for each cluster. Cluster
1: EUG20G77TMEC and cluster 2: Rest of the world. This allowed us to establish a
direct relationship between the clusters.
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Capitulo 1

Motivacion

1.1. Introduccion

La clasificacion automatica de texto se emplea para organizar documentos en cla-
ses predeterminadas, generalmente usando algoritmos de aprendizaje automaético,
siendo uno de los métodos més importantes para organizar y aprovechar la inmensa
cantidad de informacion que existe en formato de texto estructurado. La clasifica-
ciéon de textos es un area de investigacion ampliamente estudiada de los procesos
lingiifsticos, procesamiento y mineria de texto. En la clasificacion de texto tradicio-
nal, un documento se representa como una bolsa de palabras donde estas, se extraen
de su contexto més fino en otras palabras términos. Solo el contexto mas amplio
del documento se representa con algin tipo de término de informacién de frecuencia
en el espacio vectorial. En consecuencia, la semantica de las palabras que puede ser
inferida del contexto mas fino de su ubicaciéon en una oracién y sus relaciones con
los vecinos generalmente es ignorada. Sin embargo, el significado de las palabras, las
conexiones semanticas entre palabras, los documentos e incluso las clases son ob-
viamente importantes ya que los métodos que capturan la seméantica generalmente
alcanzan mejores rendimientos de clasificacién. Se han publicado varias investigacio-
nes para analizar diversos enfoques en los métodos tradicionales de clasificacion de
texto. La mayoria de estos trabajos logran cubrir la aplicacién de diferentes métodos
de relaciéon semantica de términos en la clasificacién de texto hasta un cierto grado.

Los problemas de clasificacién automatica de texto han sido ampliamente estu-
diados en muchas aplicaciones reales [7-15] durante las ultimas décadas. Especial-
mente con los avances recientes en el procesamiento del lenguaje natural (PLN) y
mineria de texto, muchos investigadores se encuentran interesados en el desarrollo
de aplicaciones que aprovechen los métodos de clasificacion de textos. Los estudios
de mineria de textos son cada vez mas populares en los tltimos anos debido a la
amplia gama de fuentes que producen enormes cantidades de datos, como redes so-
ciales, blogs/foros, sitios web, correos electrénicos y bibliotecas en linea que publican
trabajos de investigacién. Sin duda, el crecimiento de los datos textuales electréni-
cos seguird aumentando con los nuevos desarrollos tecnolégicos, como los motores
de voz a texto y los asistentes digitales o asistentes personales inteligentes. Todo
ello conlleva que procesar, organizar y manejar automaticamente los datos textuales
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se haya convertido en un problema fundamental. La mineria de texto tiene varias
aplicaciones importantes, como clasificacién (es decir, clasificacién supervisada, no
supervisada y semisupervisada), filtrado de documentos, resumen y anédlisis de sen-
timientos. Los métodos de procesamiento de lenguaje natural (PLN), aprendizaje
automatico (ML, por las siglas en inglés de Machine Learning) y mineria de datos
(DM por las siglas en inglés de Data Mining) trabajan en conjunto para detectar
patrones de los diferentes tipos de documentos y clasificarlos de manera automaética.

Lo anteriormente expuesto representa la principal motivacién para realizar la
presente tesis doctoral, cuyo objetivo fue combinar clustering, seleccién de atributos
y métodos ontoldgicos para la clasificacién seméntica de texto que permita estruc-
turar una metodologia aplicable en conjuntos de datos textuales para mejorar la
clasificacion automatica de texto.

En los métodos de clasificacion semantica de textos, se consideran las relaciones
semanticas entre palabras para medir la similitud entre documentos. El enfoque
semantico se centra en el significado de los términos. Es por ello, mas general y
exacto que palabras y las conexiones semanticas ocultas entre los términos y en
consecuencia entre documentos. Las ventajas de la clasificacién seméantica de texto
sobre la clasificacién de texto tradicional son:

Descubrimiento de relaciones implicitas o explicitas entre palabras.

Extraer y utilizar relaciones latentes entre palabras y documentos.

Capacidad para generar palabras clave representativas de las clases existentes.

Comprension semantica del texto, que mejora la precision de la clasificacion.

Capacidad para manejar la sinonimia y la polisemia en comparacién con los
algoritmos de clasificacion de texto tradicionales, ya que utilizan la seméantica.

1.2. Contexto del problema

En los tdltimos anos, hemos sido testigos de un aumento en la cantidad de da-
tos textuales digitales disponibles, generando nuevos conocimientos y, por lo tanto,
abriendo oportunidades para la investigacion a través de nuevos canales. En este
campo de rapida evolucion de las técnicas analiticas de big data, la mineria de texto
ha ganado una atencion significativa en una amplia gama de aplicaciones. Tanto en
la academia como en la industria, ha habido un cambio hacia proyectos de inves-
tigacién y preguntas de investigacién mas complejas que exigen mas que la simple
recuperacion de datos.

Debido a la creciente importancia de la Inteligencia Artificial (IA) y a su im-
plementacién, por ejemplo, a través de métodos de aprendizaje profundo y de reco-
nocimiento de patrones, la informacion textual es crucial. Todo tipo de modelos de
negocio, estudios de mercado, planes de marketing, campanas politicas o toma de



1.3. OBJETIVOS DE LA TESIS 3

decisiones estratégicas se enfrentan a una necesidad creciente de técnicas de mineria
de texto para hacer frente a la competencia. Es posible recopilar grandes cantidades
de datos textuales como parte de una investigacion, como literatura cientifica, trans-
cripciones en los sectores econémicos y de marketing, discursos en el campo politico,
como campanas presidenciales y discursos de toma de posesiéon, y transcripciones
de reuniones. Ademas, las fuentes en linea, como correos electrénicos, paginas web,
blogs, publicaciones en redes sociales y comentarios, proporcionan una amplia fuente
de datos textuales para la investigacién. También se recopilan grandes cantidades
de datos en forma semiestructurada, como archivos de registro que contienen infor-
macion de servidores y redes. Como tal, el andlisis de mineria de textos es util tanto
para datos textuales no estructurados como semiestructurados [16].

La mineria de datos y la mineria de textos difieren en el tipo de datos que ma-
nejan. Mientras que la mineria de datos maneja datos estructurados provenientes
de sistemas, como bases de datos, hojas de cédlculo, ERP, CRM y aplicaciones de
contabilidad, la mineria de texto trata con datos no estructurados que se encuentran
en documentos, correos electrénicos, redes sociales y la web. Por lo tanto, la dife-
rencia entre la mineria de datos regular y la mineria de texto es que en la mineria
de texto los patrones se extraen del texto en lenguaje natural en lugar de bases de
datos estructuradas.

Dado que toda la informacién escrita o hablada se puede representar en forma
de texto, debe utilizar la mayor cantidad de herramientas cuando se trata de la
interpretacion y andlisis de oraciones, palabras, frases, discursos, reclamos, anuncios
y declaraciones. Este documento lleva a cabo un analisis extenso de las aplicaciones
de mineria de texto tal como se utiliza en varios campos comerciales y estudios
académicos. Si bien la gran mayoria de la literatura trata sobre la optimizacién de
una técnica especifica de mineria de textos, esta tesis doctoral persigue sintetizar
en una metodologia los métodos de analisis de datos, en combinacién con técnicas
ontologicas, resumiendo asi las practicas y enfoques mas avanzados de la mineria de
texto.

1.3. Objetivos de la tesis

= Describir el estado del arte relacionado con la tematica estudiada.
Para cumplir con el objetivo principal de esta tesis doctoral, se requiere del
estudio de las técnicas actualmente utilizadas para la clasificacién automatica
de texto, asi como también de los trabajos relacionados con esta investigacion.

s Conformar un conjunto de datos textuales lo suficientemente exten-
so para la aplicaciéon de las diferentes técnicas de analisis de datos.
Con la finalidad de cubrir todas las etapas del analisis de texto, se conformara
un conjunto de datos propios extrayendo la informacién del repositorio de no-
ticias de Euronews conformado por 434 instancias y 20 atributos.
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= Desarrollar una metodologia para la clasificacion semantica de datos
textuales. Este objetivo se basa en estructurar una metodologia que permita
la implementacion de distintas técnicas de andlisis y clasificacion de datos en
combinacion con el andlisis ontoldgico para realizar la clasificaciéon semantica
de datos textuales.

= Evaluar los resultados obtenidos con el propésito de comparar los resul-
tados obtenidos se emplean distintas técnicas para la evaluacion estadistica de
los resultados alcanzados.

1.4. Estructura de la tesis

La presente tesis esta estructurada por los capitulos que a continuacién se descri-
ben. Capitulo 2 (Antecedentes y estado del arte): Se describen los antecedentes de la
investigacion asi como el estado actual de las tecnologias y métodos utilizados para
el andlisis de datos textuales. Iniciando por los métodos de clustering, donde se ofre-
ce una vision de su clasificacién segin los tipos asi como la validacién del clustering.
En lo referente a la seleccion de atributos, se describen los métodos para la seleccion
de atributos actualmente mas utilizados. Con respecto a la clasificacién de texto se
destacan sus aplicaciones, técnicas utilizadas asi como clasificadores especificamen-
te utilizados para texto. Con respecto a las ontologias, se realiza una descripcion
extensa que va desde la definiciéon, componentes, tipos, lenguajes y aplicaciones. Fi-
nalmente se completa este capitulo con la descripcion de trabajos relacionados con
la presente tesis doctoral. Capitulo 3 (Metodologia): En este capitulo se describen
cada uno de los aspectos de la metodologia, la cual esta comprendida de 9 etapas:
preprocesamiento, clustering, seleccion de atributos, clasificacion, test estadisticos,
validacion del cluster, andlisis semantico, interpretacion, y finalmente la represen-
tacion de relaciones. Capitulo 4 (Experimentos y resultados): en este capitulo son
descritos los experimentos realizados durante esta tesis doctoral (experimento 1, ex-
perimento 2, experimento 3, asi como los resultados obtenidos). Capitulo 5 (Andlisis
de los resultados): presenta la comparacién entre los resultados obtenidos después de
la realizacién de los experimentos, con la finalidad de observar en detalle los aspectos
de interés para la investigacién. Capitulo 6 (Conclusiones y trabajos futuros): En
este ultimo capitulo se redactan tanto las conclusiones como los trabajos futuros de
esta tesis doctoral.



Capitulo 2

Antecedentes y estado del arte

En este capitulo se describen los fundamentos que han servido como antecedentes
para la realizacion de esta Tesis Doctoral, asi como el estado del arte y los traba-
jos relacionados con la tematica de la misma. Entre estos fundamentos destacan los
métodos de clustering, la seleccion de atributos en tareas de clasificacién, particular-
mente la seleccion de atributos evolutiva multi-objetivo, y finalmente los relacionados
con la construccion de ontologias.

2.1. Métodos de clustering
Definicién

El clustering es la tarea de agrupar un conjunto de objetos, donde cada objeto se
separa de acuerdo con una caracteristica similar. Ver figura 2.1} Segun [17], el clus-
tering es una de las técnicas mas utilizadas para el andlisis exploratorio de datos. En
todas las disciplinas, desde las ciencias sociales hasta la biologia y la informatica, las
personas intentan tener una primera impresion sobre sus datos identificando grupos
significativos entre los puntos de datos. Por ejemplo, los bidlogos computacionales
agrupan genes basados en similitudes en su expresion con diferentes experimentos;
los comerciantes agrupan a los clientes en funcion de sus perfiles, para fines de mar-
keting dirigido; y los astronomos agrupan estrellas sobre la base de su proximidad
espacial.

El clustering ha sido estudiado ampliamente en el aprendizaje automatico debido
a sus numerosas aplicaciones. Segun [18], la agrupacién en clisteres es omnipresente
en ciencia e ingenieria, con numerosos y diversos dominios de aplicacion, que van
desde la bioinformatica y la medicina hasta las ciencias sociales y la web. Tal como
se estudia en [19]. El clustering es un problema de mineria de datos ampliamente
utilizado en los dominios de texto y aplicables a numerosas aplicaciones en la seg-
mentacion de clientes, clasificacion, filtrado colaborativo, visualizacién, organizacién
de documentos e indexaciéon. En este estudio los autores proporcionan ademas, un
analisis detallado del problema de la agrupaciéon de texto, donde se estudian los des-
afios clave del problema de la agrupacion en clisteres aplicado al dominio del texto,
se discuten los métodos clave utilizados para la agrupacion de texto y sus ventajas
relativas. De igual manera se describen los avances recientes en el area en el contexto



6 CAPITULO 2. ANTECEDENTES Y ESTADO DEL ARTE

. .
L ]
0.9 L] b4 L .
0.8
.:, .. ® . @® duster1
.
o .: s .‘. ® dusterz
.
® .
0.6 o . ..':t: . . Cluster 3
® '.‘ *%e e % o oo °
0 . . .:....,0..0....'.
. ‘ . .‘ ® et o .
0.4 %% 0 .’“0".' .
. LN ®e, h ] Cotpy
0.3 e ..itz.{.. ...o.'
".M :.'.o.‘.e :.-
, o0 * o ‘. ...‘
™
L2 o %o e’
o o % ok !_...! 8
.,
: o.: .o.
0

Figura 2.1: Ejemplo de clustering. Fuente: Google Image.

de las redes sociales y los datos vinculados. En , los autores presentan conceptos
y algoritmos de seleccion de caracteristicas, analizando los algoritmos de seleccién
de caracteristicas existentes para clasificacion y clustering, comparando diferentes
algoritmos con un marco de categorizacion basado en estrategias de busqueda.

De acuerdo a , dependiendo de los datos y las caracteristicas deseadas del
clister hay diferentes tipos de paradigmas de agrupacién como: representativos,
jerarquicos, clustering espectral, basado en densidad y basado en graficos.

Clustering representativo

Segin , dado un conjunto de datos con n puntos en un espacio d — dimensional,
D={X;} (2.1)

y dado el niimero de grupos deseados k, el objetivo del clustering representativo es
dividir el conjunto de datos en k grupos, que se denomina clustering y se denota
como:

C=0C1,Co,...,Ch (2.2)

ademds, para cada grupo ¢; existe un punto representativo que resume al grupo, una
opcién comun es la media (también llamada centroide) p; de todos los puntos en el
grupo, es decir:
1
p= > X (2.3)

zjeC

Donde n; = |C;| que es el nimero de puntos en el clister C;.
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Algoritmo K-means

Tal como se indica en [22] el algoritmo K-means es uno de los algoritmos més utili-
zados para la tarea de clustering por su rapidez y versatilidad aplicable a una gran
variedad de problemas. De acuerdo a [23], el algoritmo K-means es el método de
agrupacion por particién mas utilizado. Recientemente, una gran cantidad de litera-
tura se ha centrado en el procesamiento de flujo de datos como un método eficiente
para derivar conocimiento de big data. El algoritmo de agrupamiento K-means se
usa con frecuencia para agrupar datos estaticos, pero también se emplea para dividir
una gran secuencia de datos en segmentos o segmentos de datos.

Suponiendo que hay N datos en S y X, i es el dato i"* en S. El algoritmo K-
means [24] puede describirse en pseudo-cédigo de la siguiente manera:

Algoritmo K-means(S, K)

Entrada: conjunto de datos S = {Xi,X;,Xé,X;V} y el nimero de k clusters deseado
Salida: k clisteres

1) Los datos de k se eligen aleatoriamente de S como centros de agrupacién de los
k clusters.

2) Asigna cada dato al clister cuyo centro tenga la distancia més corta.

3) Recalcula el centro de cada clister en funcién de los datos del clister.

4) Cuando los nuevos centros de clister son los mismos que los centros de clister
obtenidos en la iteracién anterior, genera los resultados de cluster; de lo contrario,
repita desde el paso (2).

Es un buen método de agrupamiento para clasificar una gran cantidad de datos
numéricos de alta dimensién. Los datos asignados por el algoritmo K-means a un
mismo grupo son muy similares. Sin embargo, el algoritmo tradicional de K-means
tiene las siguientes desventajas como se sehalan en: [25-29).

= El niimero de grupos debe estar predeterminado. Sin embargo, en muchas
aplicaciones, es dificil predeterminar el niimero de grupos.

= Los centros de grupo iniciales dados afectaran los resultados de agrupamiento.

= Es inadecuado para agrupar datos categoricos ya que describirlos por valor es
dificil.

= Los resultados de la agrupacién se veran afectados por datos ruidosos y valores
atipicos.

= En general, las influencias de las caracteristicas dimensionales son diferentes
al calcular las distancias de un dato y los centros de agrupacién. Por lo tanto,
es necesario aplicar pesos apropiados para las caracteristicas de los datos.

» Diferentes las unidades de medida de las caracteristicas de los datos y las di-
ferentes funciones de distancia adoptadas afectaran los resultados de la agru-
pacion. Por lo tanto, se requiere normalizacién de atributos.
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= Su complejidad temporal O (N x K x ITER) es muy alta, donde ITER es el
nimero de iteraciones que realiza el algoritmo.

Algoritmo Kernel K-means

Cuando los clisteres no son linealmente separables, el algoritmo estandar K-means
no ofrece resultados éptimos. Para superar esta limitacion, el algoritmo clasico se ha
extendido al Kernel K-means [30] el cual facilita un punto de partida inicial bastan-
te utilizado en esquemas de agrupamiento de tltima generacién [31]. Una encuesta
reciente sobre los métodos de agrupacion del nicleo se puede encontrar en |32]. En
este articulo los autores presentan un estudio de los métodos de agrupacion de Ker-
nel y espectrales, dos enfoques capaces de producir hipersuperficies de separacion no
lineales entre agrupaciones. Los métodos de agrupamiento de kernel presentados son
la versién del kernel de muchos algoritmos de agrupamiento clasicos, por ejemplo, K-
means, y SOM. El agrupamiento espectral surge de conceptos en la teoria de grafos
espectrales y el problema del agrupamiento se configura como un problema de corte
de grafico donde se debe optimizar una funciéon objetivo apropiada. Se reporta una
prueba explicita del hecho de que estos dos paradigmas tienen el mismo objetivo,
ya que se ha demostrado que estos dos enfoques aparentemente diferentes tienen
el mismo fundamento matematico. Ademas, los métodos de agrupamiento de ker-
nel difusos se presentan como extensiones del algoritmo de agrupamiento de kernel
K-means. Mientras que en [33] se presenta un estudio comparativo que respalda la
superioridad de los métodos de agrupacién del kernel, sobre los enfoques de clusteres
méas convencionales. El enfoque basico detras del kernel es proyectar los datos en un
espacio dimensional superior o incluso infinito, valiéndose de una funciéon de kernel
para calcular implicitamente el producto escalar de los vectores en el espacio del
kernel, utilizando el vector de los atributos.

Sean a;,i = 1, ..., n el conjunto de datos y X; € R%, i =1, ..., n las d — dimensiones
de los atributos de los vectores. Si ) (X;), 0 (X;) son las proyecciones del vector de
los atributos (X;) y (X;) el espacio del kernel, entonces k(X;, X;) = 0(X;)", 0(X;) es
una funcion del kernel. Diferentes funciones del kernel corresponden a diferentes pro-
yecciones finalmente, se puede medir la distancia euclidiana en el espacio del kernel
mediante el producto escalar. Recientemente se ha demostrado que los algoritmos
kernel K-means funcionan mejor que los algoritmos K-means convencionales en una
clasificacién no supervisada.

Esperanza-Maximizacion

Segun [34] (EM) es uno de los algoritmos mas comunes utilizados para la estimacién
de densidad de puntos de datos en un entorno no supervisado. El algoritmo se basa
en encontrar las estimaciones de maxima probabilidad de los parametros cuando el
modelo de datos depende de ciertas variables latentes. En EM, los pasos alternos de
Esperanza (E) y Maximizacién (M) se realizan de forma iterativa hasta que los resul-
tados convergen. El paso E calcula una expectativa de la probabilidad al incluir las
variables latentes como si se observaran, y un paso de maximizacién (M), que calcula
las estimaciones de méaxima verosimilitud de los parametros al maximizar la proba-
bilidad esperada encontrada en el ultimo paso E. [25]. Los pardmetros encontrados
en el paso M se utilizan para comenzar otro paso E, y el proceso se repite hasta
la convergencia. Para un modelo mixto, el algoritmo EM [35] se usa comunmente
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para un enfoque no paramétrico, los métodos de agrupacion pueden basarse en una
funcién objetiva de medidas de similitud o disimilitud, y estos pueden dividirse en
métodos jerarquicos y particionales. Un método de agrupamiento jerarquico es un
procedimiento para transformar un conjunto de datos en un diagrama, conocido co-
mo dendrograma, basado en la matriz de similitud o disimilaridad del conjunto de
datos. La mayoria de los métodos de particiéon suponen que el conjunto de datos
puede ser representado por prototipos de clister finito con sus propias funciones
objetivas. Por lo tanto, la definicién de la disimilitud (o distancia) entre un punto y
un prototipo es esencial para los métodos de particion.

Las propiedades de convergencia del algoritmo EM han sido bien discutidas
en [36]. Los autores estudian dos aspectos de convergencia del algoritmo EM: (i)
jencuentra el algoritmo EM un valor méaximo local o estacionario de la funcién de
probabilidad (datos incompletos)? (ii) jconverge la secuencia de estimaciones de
parametros generadas por EM?. Se obtienen varios resultados de convergencia en
condiciones que son aplicables a muchas situaciones practicas. Dos casos especiales
ttiles son: (a) si la especificacién de datos completos no observados se puede descri-
bir mediante una curva exponencial con espacio de parametros compacto, todos los
puntos limite de cualquier secuencia EM son puntos estacionarios de la funcién de
verosimilitud; (b) si la funcién de verosimilitud es unimodal y se cumple una deter-
minada condicion de diferenciabilidad, entonces cualquier secuencia EM converge a
la estimacion unica de maxima verosimilitud. Se incluye una lista de propiedades
clave del algoritmo. Después en [36], Los autores consideraron més propiedades de
convergencia del algoritmo EM para mezclas gaussianas. Desarrollaron la conexion
matematica entre el algoritmo EM y enfoques basados en gradientes para el apren-
dizaje de maxima probabilidad de mezclas gaussianas finitas. Demostraron que el
paso EM en el espacio de parametros se obtiene del gradiente a través de una matriz
de proyeccion P y proporcionaron una expresion explicita para la matriz. Luego
analizaron la convergencia de EM en términos de propiedades especiales de P ob-
tuvieron nuevos resultados analizando el efecto que tiene P sobre la superficie de
probabilidad. Con base en estos resultados matematicos, presentaron una discusion
comparativa de las ventajas y desventajas de EM.

En [37], los autores establecieron la tasa de convergencia del algoritmo EM pa-
ra mezclas gaussianas ademas de que el algoritmo EM es bastante sensible a la
inicializacion, en la que los nimeros de clisteres deben darse a priori.

Clustering jerarquicos

Segun [38], el agrupamiento jerdrquico construye arboles de grupos de objetos, en
los que dos grupos cualesquiera son disjuntos o uno incluye al otro. El grupo de
todos los objetos es la raiz del arbol.

Dados n puntos en un espacio d —dimencional el objetivo del clustering jerarqui-
co es crear una secuencia de particiones anidadas, que se pueden visualizar a través
de un &arbol o jerarquia de grupos, también llamada dendrograma de grupo. Los
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grupos en la jerarquia van desde el grano fino hasta el grano grueso, el nivel mas
bajo del arbol (las hojas) cada punto es su propio grupo, mientras que el nivel més
alto (la raiz) consiste en que todos los puntos estdn en un grupo. Ambos se pueden
considerar agrupaciones triviales. En un nivel intermedio, se pueden encontrar gru-
pos significativos. Si el usuario suministra k, el nimero deseado de grupos se puede
seleccionar asi como también, el nivel en el que hay k£ grupos.

Existen dos enfoques algoritmicos principales para poblar grupos jerarquicos:
aglomerativo y divisivo. Las estrategias de aglomeracién funcionan de manera as-
cendente, iniciando con cada uno de los n puntos en un grupo separado y se fusionan
repetidamente el par de grupos mas similar hasta que todos los puntos sean miem-
bros del mismo grupo. Las estrategias divisivas hacen exactamente lo contrario,
trabajando de arriba hacia abajo. Empezando con todos los puntos en el mismo
grupo y dividen recursivamente los grupos hasta que todos los puntos estén en clus-
teres separados. Segun [39] los métodos de agrupacion jerarquica son métodos de
analisis de agrupaciones que crean una descomposicién jerarquica de los conjuntos
de datos dados. Los métodos de agrupamiento jerarquico se clasifican en divisivos
(de arriba hacia abajo) y aglomerativos (de abajo hacia arriba), dependiendo de si
la descomposicion jerarquica se forma de abajo hacia arriba o de arriba hacia aba-
jo. Un agrupamiento aglomerativo comienza con un grupo singleton (un objeto) y
luego fusiona sucesivamente pares de grupos hasta que todos los grupos se fusionan
en un grupo grande que contiene todos los objetos. El agrupamiento divisivo es un
enfoque inverso del agrupamiento aglomerativo, comienza con un grupo de datos y
luego particiona el grupo apropiado. Aunque el agrupamiento jerarquico es facil de
implementar y aplicable a cualquier tipo de atributo, son muy sensibles a valores
atipicos y no funcionan con datos faltantes. Ademas, las semillas iniciales tienen un
fuerte impacto en los resultados finales (involucrando muchas decisiones arbitrarias).

Clustering jerarquico aglomerativo
Segun [40], hay varias formas posibles de realizar agrupaciones jerarquicas aglome-
rativas. Sin embargo, generalmente siguen los siguientes pasos principales:

1. Célculo de la matriz de proximidad para los grupos iniciales que son el resul-
tado del proceso de K-means anterior.

2. Busqueda de la distancia minima en la matriz.
3. Combinado de los dos grupos con la distancia minima.

4. Actualizacién de la matriz de proximidad calculando las distancias entre el
nuevo grupo y los otros grupos.

5. Repeticién de los tres pasos anteriores si queda mas de un grupo.

En la agrupacion jerarquica aglomerativa, se inicia con cada uno de los n puntos
en un grupo separado y se combinan repetidamente los dos grupos mas cercanos
hasta que todos los puntos sean miembros del mismo clister. Dado un conjunto de
grupos C' = {C, Cy, ..., C, }, se encuentra el par de grupos mas cercano C; y C; para
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fusionarlos en un nuevo clister C;; = C;UC}, luego se actualiza el conjunto de cluste-
res eliminando a C; y a C}, para incluir a Cj; como sigue C' = C{C;, C;} U {C;;}.
Esta operacion se repite hasta que C' contenga solo un cluster. Tomando en cuenta
que la cantidad de los grupos disminuyen en uno en cada paso, este proceso da como
resultado una secuencia de n clusteres anidados. Si se especifica, es posible detener
el proceso de fusiéon cuando hay exactamente k grupos restantes.

Distancia entre clisteres

Segun [21], el paso principal en el algoritmo es determinar el par de grupos mas
cercano. Las distancias entre grupos es el calculo de la distancia entre dos puntos,
que normalmente se calcula utilizando la distancia euclidiana definida como:

d 1/2
O(X,Y) =[[X =Y, <Z(Xi —Yj)2> (2.4)

i=1

Método de enlace simple o vecino mas cercano

En este método de acuerdo a [41], dados dos grupos C; y C}, la distancia entre ellos,
se denota §(C;, C;) y estd definida como la distancia minima entre un punto en C;
y un punto en C; de manera tal que:

5(01, C]) = min{é(X, Y) | X e CZ,Y S Oj} (25)

En enlace simple o vecino mas cercano se parte de la premisa de que si es elegida
la distancia minima entre puntos en los dos grupos y son conectados, solo existiria
un enlace entre esos grupos porque todos los demaés pares de puntos estarian mas
lejos.

Método de enlace completo o vecino mas lejano
Segun [21], la distancia entre dos grupos se define como la distancia méxima entre
un punto en C; y un punto en Cj

(S(C“ C]) = méx{é(X, Y) ’ X e CZ,Y € CJ} (26)

En el método de enlace completo, la similitud entre los dos grupos esta dada por
los individuos de cada grupo que se parecen menos. Este método generalmente con-
duce a grupos compactos y discretos con valores de similitud relativamente pequenos.

Método de promedio grupal
Tal como se describe en [21]. La distancia entre dos clisteres estd definida como la
distancia promedio por pares entre puntos en C; y Cj :

5CC) Y XeC) YeCiX,Y) .

ng. 1y
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donde n; = |C;| que denota el nimero de puntos en un clister C;.

Método de la media o de centroide par-grupo ponderado (WPGMC)

La distancia entre dos grupos se define como la distancia entre las medias o centroides
de los dos grupos, fue propuesto por [42] para evitar la contribucién desigual de los
centroides de diferentes agrupaciones en la formacién de un nuevo centroide (grupo)
candidato. En [43] se concluye que si un grupo es considerado pequeno en términos
de nimero de individuos, su contribucién a la formacién de un el grupo con un nuevo
centroide no seréd diferente de la media (centroide) del grupo con el mayor nimero
de individuos. La media se puede calcular utilizando la siguiente ecuacion:

di +djr 1

Zd; (2.8)

di' — _
(1,9)k 92 4

Método de varianza minima de Ward

Para [44], en la formacion inicial del clister con el método de variacién minima,
los individuos proporcionan la suma més baja de cuadrados de desviaciones, se
asume que cualquier etapa puede cuantificarse por la relacién entre la suma de los
cuadrados de las desviaciones dentro del grupo en formacion y la suma total de
los cuadrados de las desviaciones. La suma de los cuadrados de las desviaciones se
calcula considerando solo las accesiones dentro del grupo en formacion, y la suma
de cuadrados de las desviaciones totales se calcula considerando todos los individuos
disponibles para analisis de conglomerados. La distancia entre dos grupos se define
como el aumento en la suma de los errores al cuadrado (SSE) cuando se fusionan
los dos clusteres. El SSE para un clister C; viene dado como:

SSE = 3 IX = ull (2.9)

XeC;

El SSE para un clustering C' = {C1, ..., C},,} viene dado como:

SSE:iSSEi :i >OIX =l (2.10)

i=1 i=1 XeC;

La media de Ward define la distancia entre dos grupos C; y C; como el cambio en
la red en el valor SSE cuando se fusiona C; y C; en C;j, esta dada como:

5(C;,C;) = ASSE;; — SSE; — SSE; (2.11)

Clustering basados en densidad

Para [21], los métodos de clustering basados en densidad son utilizados en grupos no
convexos, donde los otros métodos tienen problemas para encontrar los verdaderos
grupos, ya que dos puntos de diferentes grupos pueden estar mas cerca de dos puntos
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en el mismo grupo. Los métodos basados en la densidad son capaces de encontrar
estos grupos no convexos.

Algoritmo DBSCAN

Utiliza la densidad local de puntos para determinar las agrupaciones, en lugar de usar
solo la distancia entre puntos como se describe en [45] es un método de agrupamiento
de datos espaciales basado en la densidad, propuesto por [46] puede encontrar un
grupo con cualquier forma en una condicién de densidad.

DBSCAN también se puede considerar como un buscador de los componentes
conectados en un grafico, donde los vértices corresponden a los puntos centrales en
el conjunto de datos, y alli existe un borde entre dos vértices si la distancia entre ellos
es menor que € es decir, cada uno de ellos esta en el € —vecindario del otro punto.
Los componentes conectados de este grafico corresponden a los puntos centrales de
cada claster. A continuacion, cada punto central incorpora en su cluster cualquier
punto que se encuentre en el borde del vecindario.

La limitacién de DBSCAN radica en su sensibilidad frente a la eleccion de €, en
particular si los clusteres tienen diferentes densidades. Si € es demasiado pequeno,
los clisteres mas dispersos se clasificardn como ruido. Si € es demasiado grande, los
clisteres mas densos pueden fusionarse.

Kernel de estimacién de densidad (KDE)

El objetivo de la estimacion de densidad es determinar la densidad desconocida,
encontrando las regiones densas de los puntos, que a su vez pueden usarse para el
clustering. La estimacion de la densidad del nticleo es una técnica no paramétrica
que no supone modelo de probabilidad fija de los clisteres, como en el caso de K-
medias o en el algoritmo EM. En cambio, trata de inferir directamente la densidad
de probabilidad en cada punto del conjunto de datos. De acuerdo a [47]. KDE se basa
principalmente en un conjunto de observaciones y variables aleatorias de una funcién
de distribucién desconocida para estimar su funcién de densidad. El método KDE
no depende del conocimiento previo de la distribucién de datos, ni adjunta ninguna
hipétesis a la distribucién de datos, por lo que es una estimacion que solo utiliza los
datos de la muestra en si. Suponiendo que X;(i = 1,2,...,n) es una muestra tomada
de una distribucién continua. El KDE de la funcién de densidad f(z) en cualquier

punto x define como:
A l (X, —z
= — ‘ 2.12
o= 5 2 (%) (212)

donde n es el nimero de ejemplos.

Clustering basados en cuadricula

De acuerdo a [48], este método de agrupacién adopta un enfoque basado en el espacio
de incrustacién en las celdas, independientemente de la distribucion de los objetos
de entrada. El enfoque de agrupamiento basado en cuadricula utiliza una estructura
de datos de cuadricula de resolucién multiple. Eso cuantifica el espacio del objeto en
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un numero finito de celdas que forman una estructura de cuadricula en el que se rea-
lizan todas las operaciones para la agrupaciéon en clusters. La principal ventaja del
enfoque es su rapido tiempo de procesamiento, que generalmente es independiente
de la cantidad de datos.

Cuadricula de informacién estadistica (STING)

Conforme a [48]. STING es una técnica de agrupacién multi-resolucién basada en
cuadricula en la que el area espacial de los objetos de entrada se divide en celdas
rectangulares. El espacio se puede dividir tanto de forma jerarquica como de manera
recursiva. Varios niveles de celdas rectangulares corresponden a diferentes niveles de
resolucion que forman una estructura jerarquica. Cada celda en un nivel alto se di-
vide para formar varias celdas en el siguiente nivel inferior. Es de hacer notar que la
informacion estadistica con respecto a los atributos en cada celda de la cuadricula,
como la media, el méaximo y el minimo, se calcula previamente y se almacena como
parametros estadisticos. Estos parametros estadisticos son ttiles para el procesa-
miento de consultas y para otras tareas de analisis de datos.

Una propiedad interesante de STING es que se acerca al resultado de agrupa-
miento de DBSCAN si la granularidad se acerca a 0 (es decir, hacia datos de muy
bajo nivel). Lo que implica que, utilizando la informacién de conteo y tamano de
celda, se pueden identificar grupos densos aproximadamente usando STING. Por lo
tanto, STING también puede considerarse como un método de agrupamiento basado
en densidad.

Clustering en bisqueda (CLIQUE)

Para [49], CLIQUE es un método simple basado en cuadricula para encontrar la den-
sidad de agrupaciones en subespacios. CLIQUE divide cada dimensién en intervalos
de no superposicién, dividiendo asi todo el espacio de incrustacién de los objetos
de datos en celdas. Utiliza un umbral de densidad para identificar células densas y

dispersas. Una celda es densa si el nimero de objetos asignados excede el umbral de
densidad.

La estrategia principal detrdas de CLIQUE para identificar un espacio de busqueda
candidato es utilizar la monotonicidad de células densas con respecto a la dimen-
sionalidad. Esto se basa en la a priori, propiedad utilizada en mineria frecuente de
patrones y reglas de asociacion.

Validacién de clustering

Existen muchos métodos de clustering diferentes y dependiendo del tipo de clustering
buscado y de las caracteristicas de los datos. (Han et al., 2012) la validacién y
evaluacion del cluster abarca tres principales tareas las cuales son:

= Evaluar la tendencia del clister: en esta tarea, para un conjunto de datos
dado, se evalia si existe una estructura no aleatoria en los datos. Aplicar a
ciegas un método de agrupamiento en un conjunto de datos devolvera grupos,
sin embargo, los grupos extraidos pueden ser enganosos. El andlisis de un
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conjunto de datos es significativo solo cuando hay una estructura no aleatoria
en ellos.

= Determinaciéon del niimero de cliasteres en un conjunto de datos:
algunos algoritmos, como K-means, requieren el niimero de clisteres en un
conjunto de datos como parametro. Por otra parte, el nimero de grupos pue-
den considerarse como una estadistica resumen interesante e importante de
un conjunto de datos por lo tanto, es deseable estimar este niimero antes de
realizar un clustering.

= Medicién de la calidad en el clister: después de aplicar un método de
clustering en un conjunto de datos, es necesario evaluar qué tan buenos son los
clusteres resultantes. Se pueden usar varias medidas. Algunos métodos miden
que tan bien se ajustan los grupos al conjunto de datos, mientras que otros
miden que tan bien coinciden los grupos con la verdad basica, si dicha verdad
estd disponible. También hay medidas que puntian agrupaciones y, por lo
tanto, pueden comparar dos clusteres en el mismo conjunto de datos.

De igual manera [21] propone una serie de medidas estadisticas para la validacién
de cluisteres divididas en tres tipos principales:

» Externas: las medidas de validacion externas emplean criterios que no son
inherentes al conjunto de datos que puede ser tanto en forma de conocimiento
previo como especificado por expertos.

» Internas: las medidas de validacién internas emplean criterios derivados de los
datos, se puede usar distancias intraclister e interclister para obtener medidas
de densidad del cluster.

» Relativas: las medidas de validacion relativas tienen como objetivo comparar
directamente diferentes clisteres, generalmente aquellos obtenidos a través de
diferentes configuraciones de pardametros para el mismo algoritmo.

2.2. Seleccion de atributos

La seleccién de atributos se define en [50] como el proceso de eliminar atributos de
la base de datos que son irrelevantes para la tarea a realizar. Basicamente, el proceso
de seleccién de atributos consta de los siguientes cuatro pasos: a) un procedimiento
de generacién, b) una funcién de evaluacién, ¢) un criterio de parada y d) un pro-
cedimiento de validacion. Entre ellos, el procedimiento de generacion y la funcién
de evaluacién son los dos pasos principales. El procedimiento de generacién es un
proceso de busqueda que genera subconjuntos de caracteristicas para su evaluacion.
Varias estrategias de buisqueda en este procedimiento incluyen estrategias completas,
heuristicas y aleatorias. La funcién de evaluacién tiene como objetivo medir la ca-
pacidad de discriminacién de un subconjunto de atributos para distinguir diferentes
etiquetas de clase. Ademds, en [50] dividieron las funciones de evaluacién en cinco
categorias: a) funciones de distancia, b) informacién, c¢) dependencia, d) consistencia
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y e) tasa de error del clasificador.

La seleccién de atributos, ha demostrado ser eficaz y eficiente en el pre- proce-
samiento de datos [b1] para diversos problemas de mineria de datos y aprendizaje
automatico, eliminando del conjunto de datos aquellos atributos irrelevantes para
el andlisis. Los objetivos de la seleccién de atributos son: construir modelos mas
simples y comprensibles, mejorar el rendimiento en la mineria de datos, disminuir el
tiempo de céalculo en los diferentes procesos, reducir el tamano de los conjuntos de
datos para optimizarlos y hacerlos mas comprensibles. La reciente proliferacién de
big data ha presentado algunos desafios y oportunidades sustanciales para la selec-
cion de atributos lo que hace necesario su estudio y aplicacion. La seleccion de atri-
butos puede clasificarse ampliamente como supervisada, métodos no supervisados
y semi-supervisados dependiendo del etiquetado en el conjunto de datos de entre-
namiento. La seleccién de atributos supervisadas generalmente esta disenada para
problemas de clasificacién o de regresién. Su objetivo es seleccionar un subconjun-
to de atributos que puedan discriminar muestras de diferentes clases (clasificacion)
o para aproximar los objetivos de regresion. Con la informacion de supervision, la
relevancia de los atributos se evaliia generalmente a través de correlacion con las
etiquetas de clase o el objetivo de regresion. La seleccién de atributos no supervi-
sada generalmente esta disenada para problemas de clustering. Como adquirir los
datos etiquetados son particularmente costosos tanto en tiempo como en esfuerzo,
la seleccién de atributos sin supervisiéon de manera reciente ha ganado especial aten-
cion. Sin informacién de etiqueta para evaluar la importancia de los atributos, los
métodos de seleccién de atributos no supervisados buscan criterios alternativos para
definir la relevancia del atributo. es un aspecto clave del procesamiento de datos y
los métodos de aprendizaje automatico. Es una tarea primordial en el proceso de
descubrimiento del conocimiento. Este proceso a menudo enfrenta el problema de
la alta dimensionalidad de los datos, caracteristicas ruidosas y no relevantes que

aumentan exponencialmente los requisitos de memoria y tiempo para procesar los
datos [52].

Clasificacion de métodos de seleccién de atributos

Segun [53], los métodos de seleccién de atributos generalmente se clasifican en: en-
voltura, filtro e integrado.

Métodos de envoltura

Los métodos de envoltura [54] usan un algoritmo de aprendizaje predeterminado pa-
ra determinar la calidad de los atributos seleccionados segiin una evaluacién métrica.
Aunque los métodos de envoltura generalmente logran una mejor precisién de cla-
sificacion que los métodos de filtro, una desventaja importante es que requieren
mucho tiempo de procesamiento. Para un conjunto de datos con N caracteristi-
cas, los métodos de seleccién de variables basados en evaluacién de subconjuntos de
caracteristicas evalian aproximadamente la calidad de los subconjuntos de carac-
teristicas O(N?) cuando se utiliza el esquema de seleccién secuencial [55], e incluso
los métodos de contenedor incrementales manejan un ntimero lineal o subcuadrético
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de subconjuntos de caracteristicas candidatos [56}/57]. Una cantidad tan grande de
evaluaciones de envoltura requeriria una gran cantidad de tiempo de CPU cuando
funcionan con arreglos de datos de alta dimension.

Los modelos de envoltura usan un clasificador para medir la calidad de un sub-
conjunto de caracteristicas, generalmente obtienen bajas tasas de error de clasifica-
cién debido a la interaccién especifica entre el clasificador y el conjunto de entrena-
miento. Obviamente, enumerar todas las combinaciones de atributos y evaluar sus
cualidades garantiza a su vez obtener la éptima globalmente, pero a costa de una
alta complejidad computacional que crece exponencialmente con el niimero de carac-
teristicas [54]. En la préctica, tal alta complejidad temporal a menudo es inaceptable,
particularmente para los perfiles de expresién génica con alta dimensionalidad. Para
acelerar este proceso, los investigadores han propuesto varias estrategias de busque-
da para generar candidatos. En la seleccion de atributos, los esquemas de busqueda
comunmente usados incluyen, entre otros, selecciéon secuencial hacia adelante (SFS),
seleccion secuencial hacia atras (SBS), bisqueda flotante secuencial, busqueda bidi-
reccional, busqueda aleatoria y buisqueda heuristica [54]. Entre estas estrategias de
bisqueda, SFS logra una mejor compensacion entre la calidad del subconjunto de ca-
racteristicas obtenido y la complejidad computacional. Especificamente, al inicializar
el subconjunto de caracteristicas seleccionado para que esté vacio, SF'S selecciona la
primera caracteristica que es mas relevante para la clase de destino y luego busca la
siguiente caracteristica candidata que mas reduce la tasa de error de clasificacién y
continlia con el procedimiento hasta que no quede ninguna caracteristica candidata
o no haya mas mejoras en el rendimiento de la clasificacién. Si finalmente se selec-
cionan K caracteristicas del total de N caracteristicas, los métodos de envoltura con
SFS evalian aproximadamente O(K N) subconjuntos de caracteristicas candidatas.

Métodos de filtro

Los modelos de filtrado son independientes de cualquier algoritmo de aprendiza-
je, suelen ser mas eficientes computacionalmente que los métodos de envoltura. Sin
embargo, debido a la falta de un algoritmo de aprendizaje que guie la fase de selec-
cion de atributos estos pueden no ser éptimos para los algoritmos de aprendizaje de
destino |51]. Los métodos de filtro aplican medidas estadisticas para evaluar los atri-
butos, como por ejemplo: correlacién, consistencia, ganancia de informacion, etc., se
basan en las caracteristicas generales de los datos para evaluar y seleccionar subcon-
juntos de caracteristicas sin involucrar ningtin algoritmo de mineria de datos.

Como se destaca en [58], en este trabajo los autores introducen el concepto de
correlacién predominante y proponen un método de filtrado rapido que puede identi-
ficar caracteristicas relevantes, asi como abundancia entre caracteristicas relevantes
sin andalisis de correlacién por pares. La eficiencia y la efectividad del método es
verificado a través de extensas comparaciones con otros métodos que utilizan datos
del mundo real de alta dimensionalidad.

Métodos integrados
Segun [59]. Los métodos integrados son una combinacién entre el método de filtro y
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el método de envoltura que incrustan la seleccion de atributos en el aprendizaje de
los modelos. Asi heredan los méritos de envoltura y métodos de filtrado, incluyen
las interacciones con el algoritmo de aprendizaje y son mucho mas eficientes que
los métodos de envoltura ya que no necesitan evaluar conjuntos de atributos de
forma iterativa. Los métodos embebidos mas utilizados son de regularizacién que
apuntan a ajustarse a un modelo de aprendizaje minimizando los errores de ajuste
y forzando los coeficientes de caracteristicas a ser pequenos, posteriormente ambos,
el modelo de regularizacion y los conjuntos de atributos seleccionados se devuelven
como resultados finales.

Seleccion de atributos evolutiva multi-objetivo

El uso de algoritmo genéticos para la seleccién de atributos se propuso en [60]. El
primer enfoque evolutivo basado en optimizaciéon multi-objetivo para selecciéon de
atributos fue propuesto en [61]. Los enfoques multi-objetivo se utilizan comunmente
en optimizacion de multiples objetivos, buscando simultaneamente multiples solucio-
nes optimas. Estos algoritmos pueden encontrar un conjunto de soluciones éptimas
en su poblacién final con una sola ejecucion, para posteriormente seleccionar la mas
satisfactoria aplicando un criterio de preferencia. Los algoritmos evolutivos multi-
objetivo [62] han demostrado ser muy eficaces en la bisqueda de soluciones 6ptimas
para multiples problemas. Un problema de optimizacion multi-objetivo se formula
como una tupla de n funciones objetivo de minimizaciéon/maximizacién. La seleccién
de atributos, donde se debe maximizar la precision de un clasificador y minimizar
el nimero de atributos, es un ejemplo de tal situacién [63]. Los autores proponen
el algoritmo ENORA para resolver el problema multi-objetivo mediante un método
de envoltura, el cual es comparado con el conocido algoritmo NSGA-II [64]. En [63]
muestra también una revisién de algoritmos evolutivos multi-objetivo para seleccion
de atributos.

2.3. Clasificacion de texto

Las tecnologias de Internet se han convertido en las formas mas importantes de
difusion de informacién relacionada con todos los temas, lo que implica que la ma-
yor parte del conocimiento humano esté disponible en la web muy rapidamente. La
clasificacion de texto (CT) es una de las dreas mds importantes de la mineria de
datos, se preocupa por el uso eficaz y eficiente del procesamiento y clasificacion de
textos en lenguaje natural para maximizar la utilidad de la informacién extraida de
la web. La mayoria de los investigadores, definen CT como un proceso en el que los
documentos se predicen en una de las clases predefinidas en funcién de su contenido.
Este proceso tiene numerosos usos, como la clasificacion de péginas web y la cla-
sificacién de correo electrénico, que se vuelven cada vez més vitales en la sociedad
actual orientada a la informacién. Segin [65], la creacién de una CT automatizada
es uno de los problemas mas importantes en las areas de mineria de datos y aprendi-
zaje automatico. A diferencia de la clasificacién manual, que requiere alta precisién
y consumo de tiempo, la CT automatizada permite que el proceso de clasificacién
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sea mas eficiente y rapido.

Los problemas de clasificacién de textos se han estudiado y abordado de manera
amplia en muchas aplicaciones reales durante las ultimas décadas como se destaca
en: [66], en este articulo, los autores utilizan un modelo de clasificacién de texto
hibrido novedoso basado en deep belief network and softmax regression. Para re-
solver el escaso problema de cédlculo matricial de alta dimensién de los datos de
los textos. Después de la extraccion de caracteristicas con DBN, se emplea la re-
gresién softmax para clasificar el texto en el espacio de caracteristicas aprendidas.
En los procedimientos de preentrenamiento, primero se entrena la deep belief net-
work and softmax regression, respectivamente. Luego, en la etapa de ajuste fino, se
transforman en un todo coherente y los pardmetros del sistema se optimizan con
el algoritmo de memoria limitada de Broyden-Fletcher-Goldfarb-Shanno. Los resul-
tados experimentales en el corpus Reuters-21.578 y 20-Newsgroup muestran que el
modelo propuesto puede converger en la etapa de ajuste fino y funcionar significati-
vamente mejor que los algoritmos clasicos, como SVM y K-NN.

El nimero cada vez mayor de documentos que se producen anualmente exige
que se mejoren constantemente los métodos de procesamiento de la informacién pa-
ra buscar, recuperar y organizar el texto [67]. Un elemento central de estos métodos
de procesamiento de informacién es la clasificacién de documentos, que se ha conver-
tido en una aplicacion importante para el aprendizaje supervisado. Recientemente,
el rendimiento de estos clasificadores tradicionales se ha degradado a medida que ha
aumentado el nimero de documentos. Esto se debe a que junto con este crecimien-
to en el nimero de documentos ha venido un aumento en el nimero de categorias
en [68]. Este articulo aborda este problema de manera diferente a los métodos ac-
tuales de clasificacion de documentos que ven el problema como una clasificacién
de clases miultiples. En su lugar, se realiza una clasificacién jerarquica utilizando un
enfoque denominado Hierarchical Deep Learning for Text classification (HDLTex).
HDLTex emplea pilas de arquitecturas de aprendizaje profundo para proporcionar
una comprension especializada en cada nivel de la jerarquia de documentos.

En [69] se estudian los enfoques para la clasificacién de texto, donde se senalan
dos modelos probabilisticos de primer orden diferentes utilizados para la clasifica-
cion de texto, los cuales hacen uso de Naive Bayes: en primer lugar, se encuentra
el modelo de Bernoulli multivariable, es decir, una red bayesiana sin dependencias
entre palabras y caracteristicas de palabras binarias. Y en segundo lugar se analiza
el modelo multinomial, es decir, un modelo de lenguaje uni-grama con recuentos de
palabras enteras. En este articulo los autores describen las diferencias y los deta-
lles de estos dos modelos, al comparar empiricamente su desempeno de clasificacion
en cinco corpus de texto. Encontrando que el Bernoulli multivariable funciona bien
con vocabulario de tamano pequeno, pero que el multinomial funciona normalmen-
te incluso mejor con tamanos de vocabulario méas grandes, lo que proporciona una
reduccién promedio del 27 % en el error sobre el modelo Bernoulli multivariable en
cualquier tamano de vocabulario.
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En [70], los autores aplicaron el enfoque de clasificacién asociativa (AC) para
clasificar articulos médicos arabes. El enfoque se logra en cuatro pasos principales:
preprocesamiento de articulos, generaciéon de reglas, clasificacion e inferencia de nue-
vos articulos arabes no vistos. En el primer paso, se implementaron varios métodos
de preprocesamiento. Estos métodos implican: tokenizacion, eliminacion de palabras
vacias, derivacion y seleccion de caracteristicas. Durante el segundo paso, descubren
todas las reglas frecuentes. Después de eso, se aplican métodos de ordenacién y poda
de reglas para ordenar y hacer la clasificacion mas eficiente. El ultimo paso consiste
en adivinar el valor de clase de los articulos médicos arabes invisibles.

Aplicaciones de la clasificacion de texto

En la historia mas reciente del aprendizaje automatico y la inteligencia artificial, las
técnicas de clasificacién de texto han sido utilizadas principalmente para sistemas
de recuperacion de informacién. Sin embargo, a medida que han surgido avances
tecnoldgicos a lo largo del tiempo, la clasificacion de textos y la categorizacion de
documentos han sido utilizadas globalmente en muchos dominios como la medicina,
las ciencias sociales, la salud, la psicologia, el derecho, la ingenieria, etc., en esta
seccion, se destacan varios dominios que hacen uso de las técnicas de clasificacion
de textos.

Recuperacion de informacion

La recuperacién de informacion consiste en encontrar documentos de datos no estruc-
turados que satisfagan una necesidad de informacién dentro de grandes colecciones
de documentos [71]. Con el rédpido crecimiento de la informacién en linea, especial-
mente en formato de texto, la clasificacion de texto se ha convertido en una técnica
importante para gestionar este tipo de datos [72]. Algunos de los métodos importan-
tes utilizados en esta area son: Naive Bayes, SVM, arbol de decision, C4.5, K-NN e
IBK [73]. Una de las aplicaciones més desafiantes para el procesamiento de conjuntos
de datos de documentos y texto es la aplicaciéon de métodos de categorizacion de
documentos para la recuperacién de informacién |74].

Analisis de sentimientos

El analisis de sentimientos es un enfoque computacional para identificar opiniones,
sentimientos y subjetividad en el texto [75]. Los métodos de clasificacién de senti-
mientos clasifican un documento asociado con una opinién en positivo o negativo.
Se asume que el documento d expresa una opinién sobre una sola entidad e las opi-
niones se forman a través de un unico titular de opinion h. La clasificacion Naive
Bayes y SVM son algunos de los métodos de aprendizaje supervisado méas populares
que se han utilizado para la clasificacién de sentimientos [76]. En las técnicas de
clasificacion de sentimientos se han utilizado caracteristicas tales como términos y
su frecuencia respectiva, parte del discurso, palabras y frases de opinién, negaciones
y dependencia sintactica.
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Filtrado de Informacién

El filtrado de informacion se refiere a la seleccion de informacién relevante o al recha-
zo de informacion irrelevante de un flujo de datos entrantes. Los sistemas de filtrado
de informacion se utilizan normalmente para medir y pronosticar los intereses a lar-
go plazo de los usuarios |77]. Los modelos probabilisticos, como la red de inferencia
bayesiana, se utilizan comtinmente en sistemas de filtrado de informacion. Las redes
de inferencia bayesianas emplean inferencia recursiva para propagar valores a través
de la red de inferencia y devolver los documentos con la clasificacién mas alta |74].

En [78] se utilizé un modelo de espacio vectorial con refinamiento iterativo para
la tarea de filtrado, en su investigacién los autores proporcionan una descripcion
general de los principales desarrollos y enfoques en los campos del filtrado de in-
formaciéon y la recuperacion de informacion, analizando las ventajas y los defectos
asociados con los sistemas existentes en la actualidad. Entre sus resultados estuvo
la incorporacién de una funcién de busqueda web, que utiliza indices web existentes
junto con un mecanismo de filtrado mas inteligente para localizar y recuperar infor-
macién basada en web.

Sistemas de recomendaciones
Los sistemas de recomendacién basados en contenido sugieren elementos a los usua-
rios segin la descripcién de un elemento y un perfil de los intereses del usuario |79].

El perfil de un usuario se puede aprender a partir de los comentarios de los usua-
rios (historial de las consultas de bisqueda o autoinformes) sobre los elementos, asi
como las caracteristicas autoexplicativas (filtro o condiciones de las consultas) en el
perfil del usuario. De esta manera, la entrada a dichos sistemas de recomendacién
puede ser semiestructurada de modo que algunos atributos se extraigan del campo
de texto libre mientras que otros se especifiquen directamente [80]. Se han utili-
zado muchos tipos diferentes de métodos de clasificacién de texto, como arboles de
decisién, métodos del vecino més cercano, algoritmo de Rocchio, clasificadores linea-
les, métodos probabilisticos y Naive Bayes, para modelar las preferencias del usuario.

Resumen de documentos

La clasificacion de texto es utilizada para resumenes de documentos en los que
el resumen de un documento puede emplear palabras o frases que no aparezcan
en el documento original [81]. En multiples documentos también es necesario un
resumen debido al rdpido aumento de la informacién en linea [82]. Por tanto, los
investigadores se centran en esta tarea utilizando la clasificacién de texto para extraer
caracteristicas importantes de uno o varios documentos.

Clasificacion de texto para el apoyo

Medicina
La mayor parte de la informacién textual en el a&mbito médico se presenta de for-
ma no estructurada o narrativa con términos ambiguos y errores tipogréficos. Esta
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informacion debe estar disponible instantaneamente a lo largo de los encuentros
médico-paciente en las diferentes etapas de diagnéstico y tratamiento [83]. La co-
dificaciéon médica, que consiste en asignar diagnésticos médicos a valores de clase
especificos obtenidos de un gran conjunto de categorias, es un area de aplicaciones
sanitarias donde las técnicas de clasificacién de textos pueden ser muy valiosas. En
otra investigacién, [84]. Introdujeron Patient2Vec para aprender una representacion
profunda e interpretable de los datos de la historia clinica electrénica longitudinal
(HCE) que se personaliza para cada paciente. Patient2Vec es una técnica novedosa
de incrustacion de caracteristicas de conjuntos de datos de texto que puede aprender
una representacion profunda interpretable personalizada de datos EHR basada en
redes neuronales recurrentes y el mecanismo de atencién. La clasificacién de texto
también se ha aplicado en el desarrollo de encabezamientos de materias médicas
(MeSH) y Ontologia genética (GO) [85].

Ciencias sociales

La clasificacién de textos y la categorizaciéon de documentos se ha aplicado cada
vez més para comprender el comportamiento humano en las ultimas décadas [86].
Los recientes esfuerzos impulsados por datos en la investigacion del comportamien-
to humano se han centrado en el lenguaje minero contenido en notas informales y
conjuntos de datos de texto, incluido el servicio de mensajes cortos (SMS), notas
clinicas, redes sociales, etc. [87]. Estos estudios se han centrado principalmente en el
uso de enfoques basados en la frecuencia de aparicién de palabras (es decir, la fre-
cuencia con la que aparece una palabra en un documento) o caracteristicas basadas
en el recuento de palabras de la investigacién lingtiistica (LIWC) [88], un léxico de
categorias de palabras bien validado con relevancia psicoldgica [89).

Negocios y marketing

Las empresas y organizaciones rentables utilizan progresivamente las redes sociales
con fines de marketing [90]. La apertura de la minerfa de medios sociales como Fa-
cebook, Twitter, etc. es el principal objetivo de las empresas para aumentar rapida-
mente sus beneficios [91]. La clasificacién de textos y documentos es una herramienta
poderosa para que las empresas encuentren a sus clientes mas facilmente.

Ambito legal

Las instituciones gubernamentales han generado enormes volimenes de informacién
y documentos legales. Recuperar esta informacién y clasificarla automaticamente no
solo puede ayudar a los abogados sino también a sus clientes. En muchos paises,
la ley se deriva de cinco fuentes: derecho constitucional, tratados, reglamentos ad-
ministrativos y derecho consuetudinario. Cada ano se crean muchos documentos
legales nuevos. La categorizacién de estos documentos es el principal desafio para la
comunidad de abogados [92].

Técnicas de preprocesamiento de texto

La mayoria de los conjuntos de datos de texto y documentos contienen muchas pa-
labras innecesarias, como palabras vacias, errores ortograficos, términos locales, etc.
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En muchos algoritmos, especialmente los algoritmos de aprendizaje estadistico y pro-
babilistico, el ruido y las caracteristicas innecesarias pueden tener efectos adversos
en el rendimiento del sistema [93].

De manera general los textos y los documentos son conjuntos de datos no estruc-
turados, estas secuencias de texto no estructuradas deben convertirse en un conjunto
de caracteristicas estructurado cuando es usado un modelo matematico como parte
de un clasificador. De manera que, en primer lugar: los datos deben limpiarse para
omitir caracteres o palabras innecesarias. Una vez que se han limpiado los datos, las
técnicas formales de extraccion de caracteristicas pueden ser aplicadas.

Segun [94]. Antes de casi cualquier procesamiento de un texto en lenguaje natu-
ral, el texto debe normalizarse. El paso de normalizacién tiene como objetivo lim-
piar los datos eliminando elementos innecesarios y ruidosos. Datos, como nimeros,
simbolos, etiquetas de codigo y caracteres especiales, el filtrado de ruido es una tarea
esencial del tokenizador. Asimismo, los resultados obtenidos, como los fragmentos
contextuales proporcionados como entrada, que pueden incluir nombres de archivo;
URL; caracteres que delimitan partes de documentos completos, como los puntos
suspensivos (@, %, &, etc.) y otros simbolos cuyos significados no son evidentes.

Un tokenizador confiable debe ser capaz de reconocer y deshacerse de este tipo
de ruido mientras crea una secuencia de fichas. Este paso es necesario para llevar a
cabo la representacién y un preprocesamiento aceptables de los datos [95].

En esta seccién, se explican brevemente algunas de las técnicas mas utilizadas
para la limpieza y el preprocesamiento de conjuntos de datos de texto

Reemplazo de valores faltantes

Uno de los problemas de calidad de datos méas comunes es que falten algunos valo-
res de atributos [93] existen varios métodos de mitigacién diferentes para abordar
este problema. El primer paso para gestionar la falta de valores es comprender la
razon detras de por qué faltan los valores. El rastreo de datos desde la fuente de
datos puede llevar a identificar problemas sistémicos en captura de datos, errores
en la transformacion de datos o puede haber un fenémeno que el usuario ain no
comprende. Conocer la fuente de un valor perdido a menudo guiara qué metodo-
logia de mitigacién utilizar. Es posible sustituir el valor faltante con una variedad de
datos artificiales para gestionar el problema con un impacto marginal en los pasos
posteriores de la mineria de datos. Los valores se pueden reemplazar con un valor
derivado del conjunto de datos (media o valor minimo o maximo, segin las carac-
teristicas del atributo). Este método es 1til si los valores perdidos ocurren de forma
completamente aleatoria y la frecuencia de aparicién es bastante rara. De no ser asi,
la distribucion del atributo al que le faltan datos se distorsionard. Alternativamente,
para construir el modelo, es posible ignorar todos los registros de datos con valor
perdido o registros con datos de mala calidad. Este método permite reducir el ta-
mano del conjunto de datos.
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Extraccion de caracteristicas

Para [96] la clasificacién de texto comienza a menudo mirando los documentos y
encontrando las palabras significativas en ellos de manera tal, que la primera supo-
sicién podria ser que las palabras que aparecen con maés frecuencia en un documento
son las mas significativas. Sin embargo, esta afirmacion es exactamente opuesta a la
verdad. Las palabras mas frecuentes seran seguramente las palabras comunes como
“el” 0 “y”, que ayudan a construir ideas, pero no tienen ningtn significado en si mis-
mas. De hecho, los cientos de palabras mas comunes en inglés (llamadas stop words)
a menudo se eliminan de los documentos antes de cualquier intento de clasificarlas.

La medida formal de cuan concentradas en relativamente pocos documentos estan
las apariciones de una palabra dada se llama TF-IDF (Term Frequency times In-verse
Document Frequency). Normalmente se calcula de la siguiente manera: Teniendo
una coleccién de N documentos. Definida f;; para ser la frecuencia (nimero de
ocurrencias) del término (palabra) i en el documento j luego, quedaria definido el
término frecuencia T'F;; de la manera siguiente:

fij

TF;=—"—
maxy, f, ij

(2.13)

Es decir, el termino de frecuencia un documento se normaliza dividiéndolo por
el nimero méximo de apariciones de cualquier término (quizds excluyendo las pa-
labras vacias) en el mismo documento. Por lo tanto, el término mds frecuente en
el documento j obtiene un T'F de 1 y otros términos obtienen fracciones como su
frecuencia de término para este documento.

El IDF para un término se define como sigue: Suponiendo que el término i
aparece en n; de los N documentos de la coleccion. Entonces:

N
IDF; =log, — (2.14)
n,

)

La puntuacion final T'F.I DF para el documento se define entonces como: T'F;; x
IDF;. De tal manera que los términos con la puntuaciéon TF.IDF més alta suelen
ser los términos que mejor caracterizan el tema del documento.

Tokenizacién

Se define como la tarea de dividir un flujo de texto en palabras, frases, simbolos
u otros elementos significativos llamados tokens [97]. El objetivo principal de la
tokenizacion es el andlisis de las palabras en una oraciéon y su uso principal es la
identificacién de palabras clave significativas. [98]. Varios estudios establecen la to-
kenizacién como uno de los primeros pasos durante la preparacion del texto:

En [99], los autores abordan la importancia y la complejidad de la tokenizacién, el
paso inicial de la PNL. Se discuten las nociones de palabra y token de igual manera se
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definen desde los puntos de vista de la lexicografia y la implementacién pragmatica,
respectivamente. La segmentacion automéatica de palabras chinas se presenta como
una ilustracién de la tokenizacién. Se desarrollan enfoques practicos para la iden-
tificacion de tokens compuestos en inglés, como modismos, verbos y expresiones fijas.

En [100], los autores establecen que la combinacién de unidades parecidas a pala-
bras de un texto se denomina tokenizacion. Los resultados de esta tokenizacion son
dos tipos de tokens: un tipo correspondiente a unidades cuya estructura de caracte-
res es reconocible como signos de puntuacion, nimeros, fechas, etc., el otro tipo son
unidades que se someteran a un anélisis morfoldgico. De igual manera exponen que la
explotacion lingiiistica del texto de origen natural puede verse como una progresion
de transformaciones del texto original el cual estd definido como una secuencia de
caracteres que, antes de realizar cualquier andlisis sintactico del corpus, suelen tener
lugar dos transformaciones: a) las oraciones deben estar aisladas ya que la mayoria
de las gramaticas describen oraciones, b) para que las oraciones estén aisladas, las
palabras deben aislarse del flujo original de caracteres. Los autores recomiendan que
para mantener la mayor flexibilidad posible, el proceso de tokenizacion debe consi-
derarse como una serie de filtros modulares a través de los cuales se puede pasar el
texto de manera selectiva.

Lematizaciéon

Para [94] la lematizacion es la tarea de determinar que dos palabras tienen la misma
raiz, a pesar de sus diferencias superficiales. Por ejemplo, las palabras (soy, son y
es) tienen el lema compartido ser, mientras que las palabras (cena y cenas) tienen
el lema cena. ;Cémo se realiza la lematizacion? Los métodos més sofisticados de
lemaizacion implican un andlisis morfolégico completo de la palabra. La morfologia
es el estudio de la forma en que las palabras se construyen a partir de unidades
portadoras de significado mas pequenas llamadas morfemas. Los algoritmos de le-
matizacién pueden ser complejos, por eso a veces se emplea un método mas simple,
que consiste principalmente en cortar el final de la palabra. Esta version ingenua del
andlisis morfoldgico se llama stemming. Uno de los algoritmos de mas utilizados es
el Porter stemmer. El algoritmo se basa en una serie de reglas de reescritura que se
ejecutan en serie, como una cascada, en que la salida de cada ejecucion es la entrada
para la siguiente.

Stemming

El algoritmo de stemming fue introducido en |101], es comtinmente empleado por
investigadores para el analisis de texto en el idioma inglés. Se refiere a una versién
mas simple de lematizacion en la que principalmente solo quita los sufijos del final
de la palabra. El objetivo de stemming es obtener formas de raiz o raiz de palabras
derivadas. Dado que las palabras derivadas son semanticamente similares para sus
formas de raiz, las ocurrencias de palabras generalmente se computan después de
aplicar la raiz en un texto dado.

Un algoritmo de stemming es un procedimiento computacional que reduce todas
las palabras con la misma raiz a una forma comun, generalmente eliminando cada
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palabra de sus sufijos derivacionales e inflexibles. Los investigadores de muchas areas
de la lingiiistica computacional y la recuperacién de informacién encuentran que este
es un paso necesario.

En [102] el autor establece que stemming es un paso previo al procesamiento
en las aplicaciones de mineria de textos, asi como un requisito muy comun de las
funciones de procesamiento del lenguaje natural. De hecho, es muy importante en la
mayoria de los sistemas de recuperacion de informacion. De igual manera determina
que el proposito principal del stemming es determinar las diferentes formas grama-
ticales, adjetivo, verbo, adverbio, etc. a su forma raiz.

Diferencia entre lematizaciéon y stemming

Tal como se establece en [102] existe una diferencia muy sutil entre ambos conceptos.
Al realizar stemming, la raiz se obtiene después de aplicar un conjunto de reglas,
pero sin preocuparse por la parte del discurso (POS) o el contexto de la ocurrencia
de la palabra. Por el contrario, la lematizacion trata de obtener el "lema”de una
palabra, lo que implica reducir las formas de la palabra a su forma raiz después de
comprender el POS y el contexto de la palabra en una oracién dada.

Al realizar stemming, la conversion de las formas morfolégicas de una palabra
a su raiz se realiza asumiendo que cada una esta relacionada semanticamente. No
es necesario que la raiz sea una palabra existente en el diccionario, pero todas sus
variantes deben asignarse a esta forma una vez que se haya completado la derivacion.
Hay dos puntos que deben tenerse en cuenta al utilizar un stemmer:

1. Las formas morfologicas de una palabra tienen el mismo significado bésico vy,
por lo tanto, deben asignarse a la misma raiz.

2. Las palabras que no tienen el mismo significado deben mantenerse separadas.

Estas dos reglas son lo suficientemente buenas siempre que las raices resultantes
sean utiles para la aplicacion de procesamiento de lenguaje o mineria de texto. Para
los idiomas con una morfologia relativamente simple, la influencia del stemming es
menor que para aquellos con una morfologia mas compleja. En cambio, la lemati-
zacion |94] se ocupa del complejo proceso de comprender primero el contexto, luego
determinar el POS de una palabra en una oracién y finalmente encontrar el ”lema”.
De hecho, un algoritmo que convierte una palabra a su raiz lingiiisticamente correcta
se denomina lemmatizer. Un lema en morfologia es la forma canénica de un lexema.
Lexema, en este contexto, se refiere al conjunto de todas las formas que tienen el
mismo significado, y lema se refiere a la forma particular que se elige por convencién
para representar el lexema.

Data Sampling
Existe una variedad de procedimientos para muestrear instancias de un gran con-
junto de datos. Los més conocidos son [103]:

= Muestreo aleatorio que selecciona un subconjunto de instancias al azar.
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= Muestreo estratificado que es aplicable cuando los valores de clase no estan
distribuidos uniformemente en los conjuntos de entrenamiento. Las instancias
de la (s) clase (s) minoritaria (s) se seleccionan con mayor frecuencia para
igualar la distribucion.

El muestreo [104] es bien aceptado por la comunidad estadistica, que observa que un
procedimiento potente computacionalmente que opera en una submuestra de datos
puede, de hecho, proporcionar una precision superior que uno menos sofisticado que
utiliza toda la base de datos. Es un proceso de seleccion de un subconjunto como
representacion del conjunto de datos original para su uso en andlisis o modelado de
datos. Los datos de muestra sirven como representativos del conjunto de datos origi-
nal con propiedades similares, como una media similar de manera tal que muestreo
reduce la cantidad de datos que deben procesarse para su analisis y modelado.

Clasificadores para texto

A continuacién se describen los clasificadores mas utilizados por la comunidad cientifi-
ca en la clasificacion de texto, dentro de los cuales se encuentran: C4.5, Naive Bayes,
k-nearest neighbor y Support vector machines (SVMs) [105].

Naive Bayes

El clasificador de texto Naive Bayes (NB) ha sido utilizado ampliamente en ta-
reas de categorizacion de documentos desde la 1950 |101,/106].El método clasificador
Naive Bayes se basa tedricamente en el teorema de Bayes, que fue formulado por
Thomas Bayes entre 1701-1761 [107,|108|. Naive Bayes sigue siendo uno de los 10
mejores algoritmos de extraccién de datos debido a su simplicidad y eficiencia |109).

Si el nimero de documentos (n) pertenece a (k) categoria donde:
(k) € { c1,¢9,..., ¢}, la clase de salida predicha es: ¢ € C. El algoritmo Naive Bayes
puede ser descrito de la manera siguiente:

P (d|c) P (c)

Pleld) = =3

(2.15)

Los clasificadores bayesianos han ido ganando popularidad ultimamente, y se ha
descubierto que funcionan sorprendentemente bien. Estos enfoques probabilisticos
hacen suposiciones sélidas sobre como se generan los datos, y postulan un modelo
probabilistico que asumen estos supuestos, luego usan una colecciéon de etiquetas
ejemplos de entrenamiento para estimar los parametros del modelo generativo. La
clasificacion de nuevos ejemplos es realizada con la regla de Bayes seleccionando la
clase mas probable.

Estudios recientes han abordado ampliamente esta técnica en la recuperaciéon de
informacién, como |110], en esta investigacién los autores proponen un método més
eficaz y preciso para la clasificacién automatica de informacién, llamado método de
Bayes mejorado basado en el peso de la caracteristica TF-IDF y la ponderacion de
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la caracteristica del factor de grado (TIGFIB), que estima las probabilidades con-
dicionales de Naive Bayes por caracteristica TFIDF e importa la caracteristica del
factor de grado en la formula de Naive Bayes. Ademas, aplican el nuevo método Ba-
yes mejorado a la clasificacion de texto en el idioma chino. Los resultados muestran
que nuestro método Bayes mejorado es superior a otros métodos Naive Bayes de
ponderacién de caracteristicas.

En mineria de datos, el algoritmo Naive Bayes es un enfoque simple para cons-
truir modelos que adivinan etiquetas de clase de instancias invisibles basadas en la
aplicacion del teorema de Bayes con fuertes supuestos de independencia entre los
atributos [111]. El método NB se ha investigado intensamente en el reconocimiento
de patrones durante cinco décadas en diferentes aplicaciones como:

Clasificacién de texto [112], en este articulo los autores proponen soluciones
heuristicas simples para algunos de los problemas con los clasificadores Naive Bayes,
abordando tanto cuestiones sistémicas como problemas que surgen debido a que el
texto no se genera realmente de acuerdo con un modelo multinomial. Descubren
que realizando correcciones simples dan como resultado un algoritmo rapido que es
competitivo con los algoritmos de clasificacion de texto de ultima generacién, como
Support Vector Machine.

Deteccion de spam. El enfoque bayesiano del filtrado de spam fue uno de los pri-
meros métodos utilizados para filtrar el spam, y sigue siendo relevante hasta el dia de
hoy. En [113], los autores analizan dos optimizaciones especificas de la clasificacién
de texto y el filtrado de spam en Naive Bayes, observando las diferencias entre ellas y
cémo se han utilizado en la practica. En este articulo se demuestra que el filtrado ba-
yesiano se puede implementar para un clasificador de texto razonablemente preciso
y que se puede modificar para tener un impacto significativo en la precision del filtro.

Las ventajas y desventajas de Naive Bayes son: [2].

Ventajas

1. Funciona muy bien con datos de texto.

2. Facil de implementar.

3. Répido en comparacion con otros algoritmos.

Desventajas

1. Una fuerte suposicién sobre la forma de la distribucion de datos.

2. Limitado por la escasez de datos para los que cualquier valor posible en el
espacio de caracteristicas, un valor de probabilidad debe ser estimado por un
frecuentista.

Naive Bayes Multinomial
Es adecuado para la clasificacion de texto ya que su probabilidad condicional se
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calcula en funcién de los valores del vector de caracteristicas que representan la
frecuencia de cada palabra en el documento [114]. Los enfoques recientes para la
clasificacién de textos han utilizado dos diferentes modelos probabilisticos de pri-
mer orden para la clasificacion, ambos hacen la suposicion de Naive Bayes. Algunos
utilizan un modelo de Bernoulli Multivariable, es decir, una red bayesiana sin depen-
dencias entre palabras y caracteristicas de palabras binarias como se utiliza en |115],
los autores proponen un enfoque que utiliza la estructura jerarquica de temas para
descomponer la tarea de clasificacion en un conjunto de problemas mas simples,
uno en cada nodo del arbol de clasificaciéon. Donde muestran que cada uno de estos
problemas mas pequenos se puede resolver con precisiéon centrandose solo en un con-
junto muy pequeno de caracteristicas mas relevantes para la tarea en cuestion. Este
conjunto de caracteristicas relevantes varia ampliamente a lo largo de la jerarquia,
de modo que, aunque el conjunto de caracteristicas relevantes en general puede ser
grande, cada clasificador solo examina un pequeno subconjunto. Concluyen que el
uso de conjuntos de caracteristicas reducidas permite utilizar modelos méas comple-
jos (probabilisticos), sin encontrar muchas de las dificultades estandar de cdlculo
y robustez. Otros autores utilizan un modelo multinomial, es decir, un modelo de
lenguaje uni-grama con recuento de palabras enteras por ejemplo, en |116]. Los au-
tores establecen la necesidad de poder entrenar clasificadores de texto de manera
econdmica para su uso en la recuperacion de informacion, el andlisis de contenido,
el procesamiento del lenguaje natural y otras tareas que involucran datos que son
parcial o totalmente textuales. Con este propésito los autores desarrollaron y proba-
ron un algoritmo para el muestreo secuencial de clasificadores estadisticos durante
el aprendizaje automatico en una tarea de categorizacion de texto de newswire. Este
método le denominaron muestreo por incertidumbre, logrando una reduccién hasta
500 veces la cantidad de datos de entrenamiento que tendrian que ser clasificados
manualmente para lograr un nivel de efectividad 6ptimo.

Ha sido verificado el mejor desempeno de Naive Bayes Multinomial en domi-
nios especificos tal como se analiza en [69], en este articulo los autores describen
las diferencias y detalles de estos dos modelos (Bernoulli Multivariable y Naive Ba-
yes Multinomial), y por comparacién evalian el desempernio de clasificacién en cinco
corpus de texto. Los autores encuentran que el modelo Bernoulli Multivariable se
desempena bien con vocabulario pequenos, pero el modelo Naive Bayes Multinomial
funciona mejor en vocabularios mas grandes, proporcionando en promedio una re-
duccién del 27 % en el error sobre el modelo Bernoulli Multivariante.

De igual manera en [117], los autores establecen que Naive Bayes Multinomial
tiene las siguientes ventajas y desventajas:

Ventajas

1. La longitud del documento se contabiliza de forma natural en el modelo.

Desventajas

1. El modelo asume independencia no solo entre diferentes palabras, sino en-
tre diferentes ocurrencias miltiples de la misma palabra, una suposicién muy
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relevante cuando de datos reales se trata.

k-nearest neighbor (K-NN)

Es una técnica no paramétrica que se utiliza para la clasificaciéon. Tal como se define
en , K-NN se encuentran entre los algoritmos méas simples de todo el aprendizaje
automatico. K-NN consiste en memorizar el conjunto de entrenamiento y luego pre-
decir la etiqueta de cualquier nueva instancia sobre la base de las etiquetas de sus
vecinos més cercanos en el conjunto de entrenamiento ver figura[2.2] El fundamento
de este método se basa en el supuesto que las caracteristicas que se utilizan para
describir los puntos del dominio son relevantes para sus etiquetas haciendo que los
puntos cercanos tengan la misma etiqueta. Ademas, en algunas situaciones, incluso
cuando el conjunto de entrenamiento es inmenso, encontrar el vecino més cercano
se puede hacer extremadamente rapido (por ejemplo, cuando el conjunto de entre-
namiento es toda la Web y las distancias se basan en enlaces).

Figura 2.2: El conocimiento comtn del clasificador K-NN Fuente: Google Image.

En otras palabras, dado un documento de prueba x algoritmo K-NN encuentra
los k vecinos mas cercanos de x entre todos los documentos del conjunto de datos de
entrenamiento para puntiar los candidatos de categoria segin la clase de k vecinos.

Donde la similitud de x y cada documento vecino seria la puntuacion de la cate-
goria del documento vecino. Varios documentos K-NN pueden pertenecer a la misma
categoria, en este caso, la suma de estas puntuaciones seria la puntuacién de simi-
litud de la clase k con respecto al documento de prueba n. Después de ordenar los
valores de puntuacion, el algoritmo asigna al candidato a la clase con la puntuacion
mas alta del documento de prueba z [118].

El clasificador tradicional k-NN utiliza la férmula de distancia euclidiana para
categorizar el texto en una o mas clases predefinidas segiin sus materias. Por tanto,
el clasificador utiliza las palabras clave de los textos que se han comparado con las
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palabras clave de los nuevos textos.

Este método ha sido utilizado en aplicaciones de clasificacién de textos en muchos
campos de investigacion en las ultimas décadas. En [118], los autores establecen que
la categorizacion de texto K-NN es un método de clasificacién efectivo, pero menos
eficiente que NB y SVM. En este articulo, los autores proponen un algoritmo K-NN
mejorado para la categorizacién de texto, que construye el modelo de clasificacion
mediante la combinacién de un algoritmo de agrupacién de un solo paso restringido
y la categorizacion de texto K-NN. Los resultados empiricos en tres corpus de refe-
rencia muestran que algoritmo puede reducir sustancialmente el calculo de similitud
de texto y superar a los clasificadores de ultima generacién K-NN, NB y SVM.

Sin embargo, en |119], los autores establecen que no es practico para los métodos
tradicionales de K-NN asignar un valor k fijo (aunque lo establezcan los expertos) a
todas las muestras de prueba. Las soluciones anteriores asignan diferentes valores k
a diferentes muestras de prueba mediante el método de validacién cruzada, que por
lo general requieren mucho tiempo. Este articulo propone un método de k'Tree para
aprender diferentes valores de k 6ptimos para diferentes pruebas, al involucrar una
etapa de entrenamiento en la clasificacion con K-NN. Especificamente, en la etapa
de entrenamiento, el método k'Tree primero aprende valores de k 6ptimos para todas
las muestras mediante un nuevo modelo de reconstruccién dispersa, y luego cons-
truye un arbol de decision (es decir, kTree) usando muestras de entrenamiento y los
valores de k 6ptimos aprendidos. En la etapa de prueba, k'Tree genera rapidamente el
valor k 6ptimo para cada muestra de prueba, y luego, la clasificacién K-NN se puede
realizar utilizando el valor k£ 6ptimo aprendido y todas las muestras de entrenamien-
to. Como resultado, el método kTree propuesto tiene un costo de funcionamiento
similar pero una mayor precision de clasificacién, en comparacién con los métodos
K-NN tradicionales, que asignan un valor k fijo a todas las muestras de prueba.

En la Tabla se muestran las ventajas y desventajas de las técnicas basadas
en Nearest neighbor

to de entrenamiento. 4. Efi-
caz si el conjunto de entre-
namiento es grande.

Algoritmo | Ventajas Desventajas

K-Nearest | 1. El entrenamiento es muy | 1. Sesgado por el valor de
Neigh- rapido. 2. Simple y facil de | k. 2. Complejidad compu-
bor (K- | aprender. 3. Robusto ante | tacional. 3. Limitacién de
NN) [120] | datos difusos en el conjun- | la memoria. 4. Su ejecucién

es lenta. 5. Facilmente en-
ganado por atributos irrele-
vantes.
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Weighted

k nearest
neighbor
(WKNN)
[121]

1. Supera las limitaciones de
K-NN de asignar el mismo
peso a k vecinos implicita-
mente. 2. Utiliza todas las
muestras de entrenamiento,
no solo k. 3. Hace que el al-
goritmo sea global.

1. La complejidad de los
calculos aumenta al calcu-
lar los pesos. 2. El algoritmo
funciona con lentitud.

Condensed
nearest
neighbor
(CNN)
[122]

1. Reduce el tamano de los
datos de entrenamiento. 2.
Mejora el tiempo de consul-
ta y los requisitos de memo-
ria. 3. Reduce la tasa de re-
conocimiento.

1. CNN depende del pedido;
es poco probable que capte
puntos en el limite. 2. Com-
plejidad en los céalculos.

Reduced
Nearest
Neigh
(RNN)
[123]

1. Reduce el tamano de los
datos de entrenamiento y
elimina las plantillas. 2. Me-
jora el tiempo de consulta y
los requisitos de memoria. 3.
Reduce la tasa de reconoci-
miento.

1. Complejidad computacio-
nal. 2. Tiempo requerido.

Model
based k
nearest
neighbor
(MKNN)
[124]

1. Mas precisién de la cla-
sificacion. 2. El wvalor de
k se selecciona automatica-
mente. 3. Alta eficiencia al
reducir el nimero de puntos
de datos.

1. No considera datos mar-
ginales fuera de la region.

Rank
nearest
neighbor
(kRNN)
[125]

1. Se desempena mejor
cuando hay variaciones en-
tre las funciones. 2. Resis-
tente segtn el rango 3. Me-
nor complejidad de célculo
en comparacion con K-NN

1. KRNN multivariante de-
pende de la distribucion de
los datos.

Modified

k  nearest
neighbor
(MkNN)
[126]

1. Supera parcialmente la
baja precisiéon de WkNN.

1. Complejidad computacio-
nal.

Pseudo
Gene-
ralized
Nearest
Neighbor
(GNN)
[127]

1. Utiliza clases n-1 que con-
sideran todo el conjunto de
datos de entrenamiento.

1. No es valido para da-
tos pequenos. 2. Compleji-
dad computacional.
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Cluster 1. Supera el defecto de dis- | 1. La seleccién del pardme-
k nearest | tribuciones desiguales en las | tro de umbral es dificil an-
neigh- muestras de entrenamiento. | tes de ejecutar el algoritmo.
bor [128§] 2. Es de naturaleza robusta. | 2. Basado en el valor de k
para la agrupacién.

Ball  Tree | 1. Sintoniza bien la estruc- | 1. Costos algoritmos de in-
k nearest | tura de los datos representa- | sercion. 2. A medida que au-
neigh- dos. 2. Trata bien con enti- | menta la distancia, KNS1 se
bor(KNS1) | dades de alta dimensién. 3. | degrada.

[129] Fécil de implementar.

k-d  tree | 1. Genera un arbol perfecta- | 1. Mas calculos. 2. Requiere
nearest mente equilibrado. 2. Rapi- | una busqueda intensiva. 3.
neighbor do y sencillo. Corta ciegamente los pun-
(kdNN) tos por la mitad que pueden
[130] perder la estructura de da-

tos.
Nearest 1. Mejora la precisiéon en la | 1. Fracasa cuando el proto-
featu- clasificacion. 2. Altamente | tipo en la NFL esta lejos del
re Line | efectivo en conjuntos de da- | punto de consulta. 2. Com-
Neighbor tos pequenos. 3. Utiliza in- | plejidad de los célculos. 3.
(NFL) formacién ignorada en el ve- | Describe puntos de carac-
[131] cino mas cercano, es decir, | teristicas por linea recta es
plantillas por clase. una tarea dificil.
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Tabla 2.1: Comparacion de técnicas nearest neighbor.

Support vector machines (SVMs)

La version original de SVM fue desarrollada por [132]. En 1963 [133] adapté esta ver-
sion a una formulacion no lineal a principios de 1990. Dado un conjunto de puntos,
donde cada uno de ellos forma parte de una categoria, el algoritmo SVM genera un
modelo que puede predecir si un punto nuevo pertenece a una u otra categoria. En
este algoritmo el conjunto de datos de entrada es visto como un vector p-dimensional.

Para [134], los métodos de entrenamiento convencionales determinan los modelos
de tal manera que cada par de entrada-salida se clasifica correctamente dentro de la
clase a la que pertenece. Sin embargo, si el clasificador es demasiado apto para los
datos de entrenamiento, el modelo comienza a memorizar los datos de entrenamiento
en lugar de aprender a generalizar, degradando la capacidad de generalizacién del
clasificador. La principal motivacién de SVM es separar varias clases en el conjunto
de entrenamiento con una superficie que maximice el margen entre ellos. En otras
palabras, SVM permite maximizar la capacidad de generalizacion de un modelo.
Este es el objetivo del principio de minimizacién del riesgo estructural (SRM) que
permite minimizar el error de generalizacién de un modelo, en lugar de minimizar
el error cuadratico medio en el conjunto de datos de entrenamiento, que es el uso
frecuente de los métodos.
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SVM fue originalmente disenado para tareas de clasificacién binaria. Sin em-
bargo, muchos investigadores utilizan esta técnica para resolver problemas [135]. A
continuacion, se describen implementaciones de SVM en la resolucién de problemas
de la vida real especificamente en la clasificacion de texto.

En [136], los autores presentaron la implementacién de un marco de clasificacién
de documentos de texto que utiliza el enfoque SVM en la fase de entrenamiento y la
distancia euclidiana en la fase de clasificacién. En el enfoque propuesto, los vectores
de soporte para cada categoria se identifican a partir de los puntos de datos de en-
trenamiento durante la fase de entrenamiento usando SVM. Durante la clasificacion,
cuando se mapea un nuevo punto de datos en el espacio vectorial original, las distan-
cias promedio entre el nuevo punto de datos y los vectores de soporte de diferentes
categorias se miden utilizando la distancia euclidiana. La decisién de clasificacion se
toma en funcién de la categoria de vectores de soporte que tiene la distancia pro-
medio mas baja con el nuevo punto de datos, tomando la decisién de clasificacién
independientemente de la eficacia del hiperplano formado al aplicar la funcién de
kernel particular y el parametro de margen suave.

En [137], se evalian tres métodos de aprendizaje automético, k vecino més cer-
cano, SVM y mapa asociativo de resonancia adaptativa, se evalian para la categori-
zacién de documentos chinos. Basados en dos corpus chinos, una serie de experimen-
tos controlados evaluaron sus capacidades de aprendizaje y eficiencia en el conoci-
miento de clasificacion de textos de mineria. SVM es muy eficiente en el aprendizaje
de muestras bien organizadas de tamano moderado, aunque en datos relativamente
grandes y ruidosos la eficiencia de SVM y mapa asociativo de resonancia adaptativa
son comparables.

En [138], los autores demostraron que en el caso de la clasificacién de texto, las
transformaciones de frecuencia de términos tienen un impacto mayor en el rendi-
miento de SVM que un kernel en si. Se discute el papel de las ponderaciones de
importancia, que no se comprende totalmente dada la complejidad del modelo y
el costo de calculo. También se muestra que la lematizacion o la derivacion, que
consume mucho tiempo, puede evitarse incluso al clasificar un lenguaje con mucha
inflexion. SVM es una de las técnicas utilizadas en el aprendizaje activo para redu-
cir el esfuerzo de etiquetado de datos en diferentes campos del reconocimiento de
patrones.

En [139], Los autores presentaron un aprendizaje activo en modo batch utilizan-
do SVM para clasificacién de texto, ya que la mayoria de los trabajos relacionados
que aplican métodos de aprendizaje activo a la clasificaciéon automatica de texto se
enfocan en solicitar la etiqueta de un documento sin etiquetar en cada iteracién.

En, [140] los autores presentan SVM lineal junto con agrupamiento distributi-
vo de palabras para darse cuenta de su potencial en el ambito de la categorizacion
de texto. El agrupamiento de distribucién se ha presentado como una alternativa
eficiente a la seleccion de caracteristicas que se usa convencionalmente en la categori-
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zacion de texto. La agrupacion en clusteres distribuida junto con SVM lineal reduce
la dimensionalidad de los documentos de texto sin comprometer el rendimiento de
la clasificacion. En este estudio, se emplearon SVM lineal y su extensiéon SVM difusa
junto con agrupamiento distribuido para la categorizacion de texto.

En [141] los autores proponen un enfoque para la ponderacién de términos en
documentos muy cortos que se utiliza con un clasificador SVM. El articulo se centra
en la investigacién de mercado y los documentos de las redes sociales. En ambas
fuentes de datos, la extension media de un documento es inferior a veinte palabras.
Como los documentos son breves, cada palabra suele aparecer una sola vez en un
documento. Por lo tanto, se propuso un enfoque para la ponderacién de términos
que no utiliza la frecuencia de los términos dentro de un documento, sino que la
sustituye por otras estadisticas de palabras.

En datos textuales de grandes dimensiones y clases miiltiples a gran escala, es
comun ignorar la semantica entre palabras con el método tradicional de seleccion
de caracteristicas. En [142], los autores introdujeron la informacién de las categorias
en el algoritmo de seleccién de caracteristicas del modelo LDA (Latent Dirichlet
Allocation) existente y construyeron un clasificador de multiples clases SVM en la
matriz implicita de tema-texto.

En [143], los autores presentaron un clasificador de texto utilizando ejemplos po-
sitivos y sin etiquetar. El desafio de este problema en comparacién con el problema
de clasificacién de texto clasico es que no hay documentos negativos etiquetados dis-
ponibles en el conjunto de ejemplos de capacitacion. Muchos documentos negativos
mas fiables se identifican mediante un algoritmo mejorado de 1-DNF. Luego, se cons-
truye un conjunto de clasificadores aplicando iterativamente el algoritmo SVM en
un conjunto de datos de entrenamiento, que se aumenta durante la iteracién. Poste-
riormente, a diferencia de los trabajos anteriores de clasificacion de textos orientados
a PU, se adopta el voto ponderado de todos los clasificadores generados en los pasos
de iteracién para construir el clasificador final en lugar de elegir uno de los clasi-
ficadores como clasificador final. Los autores proponen un enfoque para evaluar el
voto ponderado de todos los clasificadores generados en los pasos de iteracién pa-
ra construir el clasificador final basado en la optimizacion del enjambre de particulas.

En [144], los autores proponen las transformaciones de dicotomias combinadas,
un sistema de categorizacion de texto que combina clasificadores binarios entrena-
dos con diferentes conjuntos de dicotomias utilizando transformacion de dicotomias,
donde el niimero de ejemplos de entrenamiento aumenta exponencialmente cuando
se comparan con el conjunto original. Esta propiedad es deseable porque cada cla-
sificador puede entrenarse con diferentes datos sin reducir el nimero de ejemplos o
caracteristicas. De esta forma, es posible componer un conjunto con clasificadores
diversos y fuertes. Los experimentos se realizan utilizando SVM, subespacio aleato-
rio, boostexter y Random Forest.

En [145], los autores promovieron un nuevo punto de referencia llamado RTA-
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news, que es un conjunto de datos de articulos de noticias arabes de multiples eti-
quetas para la categorizacién de texto. Llevaron a cabo una amplia comparacién de
la mayoria de los conocidos algoritmos de aprendizaje de etiquetas muiltiples para la
categorizacion de texto en drabe con el fin de tener resultados de referencia y mostrar
la eficacia de estos algoritmos para la categorizacién de texto en arabe en RTAnew.
La evaluacién involucra varios algoritmos, como relevancia binaria, cadenas de cla-
sificadores, clasificacién calibrada, SVM, K-NN, Random Forest y cuatro algoritmos
basados en adaptacién. Los resultados demuestran que los algoritmos basados en la
adaptacion son mas rapidos que los algoritmos basados en la transformacién.

Ventajas Desventajas
1) SVM puede modelar limites | 1) Falta de transparencia en los resulta-
de decisién no lineal. 2) Se des- | dos causado por una gran cantidad de
empena de manera similar a Lo- | dimensiones (especialmente para texto
gistic regression cuando la se- | datos). 2) Elegir un kernel eficiente la
paracién es lineal. 3) Robusto | funcién es dificil (susceptible a proble-
contra problemas de sobreajus- | mas de sobreajuste/entrenamiento de-
te (especialmente para datos de | pendiendo del kernel). 3) Complejidad
texto establecido debido a las al- | en el uso de la memoria.
tas dimensiones espacio).
Tabla 2.2: Ventajas y desventajas de SVM [2].

Random Forest

Fue desarrollado por [146] y es un grupo de drboles de regresién o clasificacién no
podados, hechos a partir de la seleccién aleatoria de muestras de los datos de entre-
namiento. Las caracteristicas aleatorias se seleccionan en el proceso de induccién. La
prediccién se realiza agregando (voto mayoritario para la clasificacién o promedian-
do para la regresion) las predicciones del conjunto. Random Forest es muy rapido de
entrenar para conjuntos de datos de texto en comparacién con otras técnicas como
el aprendizaje profundo, pero bastante lentos para crear predicciones una vez en-
trenados [147]. Por lo tanto, para lograr una estructura més rapida, se debe reducir
la cantidad de arboles en el bosque, ya que mas arboles en el bosque aumenta la
complejidad del tiempo en el paso de prediccion.

Random Forest es apropiado para el modelado de datos de alta dimensiéon porque
puede manejar valores perdidos y datos continuos, categoéricos y binarios. El esque-
ma de arranque y conjunto hace que Random Forest sea lo suficientemente fuerte
como para superar los problemas de ajuste excesivo y, por lo tanto, no hay necesidad
de podar los arboles. Ademas de una alta precisién de prediccion, Random Forest
es eficiente, interpretable y no paramétrico para varios tipos de conjuntos de da-
tos [148]. La interpretacion del modelo y la precisién de la prediccién proporcionada
por Random Forest es tinica entre los métodos populares de aprendizaje automaético.
Se logran predicciones precisas y mejores generalizaciones debido a la utilizacion de
estrategias de conjunto y muestreo aleatorio.
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Las tres caracteristicas principales de Random Forest que ganaron atencién [149]
son:

1. Resultados precisos de predicciones para una variedad de aplicaciones.

2. A través del entrenamiento del modelo, se puede medir la importancia de cada
caracteristica.

3. El modelo entrenado puede medir la proximidad por pares entre las muestras.

En Random Forest, las caracteristicas se seleccionan al azar en cada divisiéon de
decisiones. La correlacion entre arboles se reduce seleccionando aleatoriamente las
caracteristicas que mejoran el poder de prediccién y dan como resultado una mayor
eficiencia.

Ventajas Desventajas

1) No se necesita podar arbo- | 1) La regresién no puede predecir més

les. 2) Precisién y variable im- | alld del rango en los datos de entrena-

portancia generadas automati- | miento. 2) Con la regresién, a menudo

camente. 3) No es muy sensible | los valores extremos no se predicen con

a los valores atipicos en los da- | precision: subestiman los maximos y los

tos de entrenamiento. 4) Facil de | minimos.

configurar los parametros
Tabla 2.3: Ventajas y desventajas de Random Forest [3].

Al resolver problemas de clasificacion, la prediccion de RF es la mayoria no
ponderada de los votos de la clase. La figura [2.3] presenta una arquitectura general
de RF, donde B es el nimero de arboles en RF y k1, ko, kg v k son etiquetas de clase.
A medida que aumenta el nimero de arboles en RF, las tasas de error del conjunto
de prueba convergen hasta un limite, lo que significa que no hay sobreajuste en RF
grandes [146]. El bajo sesgo y la baja correlacién son esenciales para la precision.
Para obtener un sesgo bajo, los drboles se cultivan a la profundidad méaxima. Para
lograr una baja correlacién, se aplica la aleatorizacién:

1. Cada &arbol de RF se cultiva en una muestra de arranque del conjunto de
entrenamiento.

2. Al hacer crecer un arbol, en cada nodo, se seleccionan al azar n variables de
las N disponibles.

3. Usualmente, n < N en este supuesto se inicia con: n = logy(N)+16n =Ny
luego disminuyendo y aumentando n hasta que se obtenga el error minimo para
el conjunto de datos OOB. En cada nodo, solo una variable, que proporciona
la mejor division, se usa de las n seleccionadas.

La popularidad de los clasificadores de RF se destaca por su aplicacion exitosa en
varios dominios a continuacion, se destacan aquellas aplicadas en la clasificacién de
texto:
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Figura 2.3: Arquitectura general de un Random forest [1].

En [150], los autores describen el uso de arboles de decision (DT) y (RF) en el
modelado de lenguaje checo. Evidencian como el enfoque de RF puede implemen-
tarse con éxito para el modelado de lenguaje en este idioma. Ademads, evaliuan el
rendimiento de DT y RF en la tarea de reconocimiento de conferencias. Concluyen-
do que RF ofrece mejores resultados que DT.

En [151], los autores investigan el funcionamiento de RF en la clasificacién de
texto y comparan su desempeno. Llevan a cabo experimentos en cuatro conjuntos
de datos de texto ampliamente utilizados utilizando SMV y Naive Bayes como cla-
sificadores. RF logra un mejor desempenio que otros algoritmos de FS en el 73 % de
las instancias experimentales. También analizaron el rendimiento de RF para TC en
términos de sus parametros y sesgos de clase de los conjuntos de datos, arrojando
resultados interesantes para posteriores investigaciones.

En [152]. Los autores proponen una version del clasificador tradicional RF lla-
mado LazyNNRF, especialmente disenado para tareas de clasificacién ruidosas de
gran dimension. La proyeccion de formacién “localizada” de LazyNNREF esta com-
puesta por ejemplos que se asemejan mejor a los ejemplos a clasificar, obtenidos a
través de la proyeccién del conjunto de formacion del vecindario mas cercano. Di-
cha proyeccién filtra datos irrelevantes, evitando en tultima instancia algunos de los
inconvenientes de los RF tradicionales, como el sobreajuste debido a arboles muy
complejos, especialmente en conjuntos de datos ruidosos de alta dimensiéon. Eviden-
cian que el enfoque es altamente efectivo y factible, siendo un fuerte candidato a
considerar para resolver tareas de clasificacién automatica de texto en comparacién
con clasificadores de tltima generacion.

C4.5
Ha habido muchas variaciones para los algoritmos de arboles de decisién. C4.5 es
uno de los conocidos algoritmos de induccién de drboles de decision [153]. En 1993,
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Ross Quinlan propuso el algoritmo C4.5 que amplia el ID3 algoritmo. Usando la
relacion de ganancia de informacién para seleccionar el mejor atributo, C4.5 evita
el sesgo de ID3 hacia caracteristicas que ocurre con muchos valores. C4.5 tiene la
capacidad para manejar atributos continuos proponiendo dos pruebas diferentes en
funcion de cada tipo de valores de atributo. En la etapa de entrenamiento, el C4.5
utiliza la estrategia de arriba hacia abajo basada en enfoque de dividir y conquistar
para construir el &rbol de decisiones [154]. C4.5 mapea el conjunto de entrenamiento
y usa la informacién obtenida relacionandola como medida para seleccionar atribu-
tos de division y genera nodos desde la raiz hasta las hojas, cada ruta ilustrativa
desde el nodo raiz hasta el nodo hoja forma una regla de decisiéon para determinar
cudl es la clase de una nueva instancia [155]. El nodo raiz contiene todo el conjun-
to de entrenamiento con todos los pesos de casos de entrenamiento iguales a 1.0,
para tener en cuenta valores de atributos desconocidos [153]. Si todos los casos de
entrenamiento del nodo actual pertenecen a una sola clase, el algoritmo termina.
De lo contrario, si todos los casos de entrenamiento pertenecen a mas de una cla-
se, el algoritmo calcula la relacién de ganancia de informaciéon para cada atributo
A; con la relacién de ganancia de informacién més alta se selecciona para dividir
informacion en el nodo [156]. Para un atributo discreto A; la relacién de ganancia
de informacién se calcula dividiendo los casos de entrenamiento del nodo actual en
funcién de cada valor de A;. Si A; es atributo continuo, debe ser encontrado un valor
de umbral para realizar la divisién [157]. C4.5 es uno de los algoritmos de arboles
de decisiéon mas conocidos y utilizados. Su nivel de precision es lo suficientemente
alto, independientemente del volumen de datos a procesar [158].

El algoritmo C4.5 tiene la capacidad de manejar un conjunto de datos de en-
trenamiento incompleto y podar la decisién resultante para reducir su tamano y
optimizar la ruta de decisién C4.5 también tiene la capacidad de lidiar con atributos
continuos, mediante el proceso de binarizacion. Estos atributos son reemplazados por
valores discretos que utilizan de umbral para separar los datos en dos intervalos [159).

Varios estudios identifican al algoritmo C4.5 como uno de los principales clasifica-
dores en mineria de datos [160], los autores presentan los 10 algoritmos principales
de mineria de datos identificados por la Conferencia Internacional de Mineria de
Datos (ICDM) de IEEE en diciembre de 2006: C4.5, K-means, SVM, Apriori, EM,
PageRank, AdaBoost, K-NN, Naive Bayes y CART. Estos 10 algoritmos principales
se encuentran entre los algoritmos de mineria de datos mas influyentes en la comu-
nidad de investigacion. De cada algoritmo, proporcionan una descripcion, discuten
el impacto y revisan las investigaciones actuales y futuras sobre el cada uno de
ellos. Estos 10 algoritmos cubren clasificacién, agrupamiento, aprendizaje estadisti-
co, analisis de asociacion y mineria de enlace, que se encuentran entre los temas mas
importantes en la investigacion y el desarrollo de mineria de datos.

En [161], los autores proponen un modelo de érbol de decisién utilizando el algo-
ritmo C4.5 para clasificar la semantica (positiva, negativa, neutral) en documentos
en el idioma inglés. Utilizan el algoritmo C4.5 en 70,000 oraciones positivas en inglés
para generar un arbol de decisiéon y muchas reglas de asociacion de la polaridad po-



40 CAPITULO 2. ANTECEDENTES Y ESTADO DEL ARTE

sitiva. También utilizan el algoritmo C4.5 en las 70,000 oraciones negativas en inglés
para generar un arbol de decision y muchas reglas de asociacion de la polaridad ne-
gativa fueron creadas. Los sentimientos de un documento en inglés son identificados
con base en las reglas de asociacién de la polaridad positiva y la polaridad negati-
va, con su modelo basado en el algoritmo C4.5 los autores logran una precisién del
60,3 % en la clasificacién de sentimientos en el conjunto de datos de prueba.

Ventajas Desventajas
1) Puede generar reglas a partir de un solo arbol | 1) Debilidades en do-
y transformar multiples arboles de decision para | minios con atributos
la misma tarea en un conjunto de reglas. 2) Puede | continuos. 2) La ge-
clasificar registros que tienen valores de atributos | neracién de reglas de
desconocidos estimando la probabilidad de los di- | C4.5 es relativamente
versos resultados posibles. 3) Usa la ganancia de | més lenta en compara-
informacion, la normalizacién y la poda para el | cién con la generacion
rendimiento del tiempo. de arboles.

Tabla 2.4: Las ventajas y desventajas de C.4.5 [4].

ZeroR

ZeroR es el método de clasificacion mas simple que se basa en el objetivo e ignora
todos los predictores. A pesar de que ZeroR carece de poder de previsibilidad, es 1til
para determinar el desempeno de una linea base como una métrica para otros méto-
dos de clasificacion. ZeroR construye una tabla vacilacién para la funcién y selecciona
su valor de vacilacién mds alto [162]. Al comienzo de la clasificacién supervisada,
se puede utilizar para establecer un rendimiento de referencia como criterio para la
validez de otros métodos de clasificacion [163].

En [164] los autores proponen un modelo para la deteccién de noticias falsas,
combinando métodos de analisis de texto (primer paso) obtener datos estructurados
provenientes de noticias no estructuradas para posteriormente (segundo paso) aplicar
algoritmos de inteligencia artificial para su clasificacién. En este estudio el problema
de deteccién de noticias falsas se ha modelado como un problema de clasificacion
utilizando veintitrés algoritmos de inteligencia artificial supervisados, obteniendo
como resultado que los algoritmos de arbol de decisién. ZeroR, CVPS y WIHW,
parecen los mejores algoritmos en términos de métricas de recuperacion.

En [165] se diseniaron modelos de aprendizaje supervisado utilizando ZeroR, Nai-
ve Bayes, J48 y Random Forest para la clasificacion de las declaraciones de la guia
de practicas clinicas GPC. Fueron entrenados para clasificar cada enunciado de la
GPC en ninguna condicién (NC), condicién-accién (CA), o condicién consecuencia
(CC). Ademés, se utilizé el etiquetado de parte del discurso (POS) para eliminar las
restricciones de dependencia del dominio y se identificaron declaraciones de recomen-
dacién mediante el uso de modificadores y expresiones regulares. Las declaraciones
de recomendacion identificadas fueron transformadas en formato ”si la condicién
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entonces las consecuencias”.

Ventajas Desventajas
1) Simple y efectivo. 2) Facil de | 1) clasificador trivial, pero da un limite
entender e interpretar. inferior en el rendimiento de un conjun-

to de datos dado que debe ser mejora-
do significativamente por clasificadores
mas complejos.

Tabla 2.5: Las ventajas y desventajas de ZeroR [5].

Regresion logistica

La regresion logistica [6] es una técnica de clasificacién utilizada en el aprendizaje
automatico que implementa una funcién logistica para modelar la variable depen-
diente. Esta variable es de naturaleza dicotomica, es decir, solo podria haber dos
clases posibles. Como resultado, esta técnica se utiliza al tratar con datos binarios.

Aunque generalmente se usa para predecir variables objetivo binarias, la regresién
logistica se puede extender y clasificar en tres tipos:

= Binomial: donde la variable objetivo puede tener solo dos tipos posibles. Ej.:
Predecir un correo como spam o no.

= Multinomial: donde la variable objetivo tiene tres o mas tipos posibles, que
pueden no tener ningun significado cuantitativo. ej.: Prediccién de enfermeda-

des.

» Ordinal: Donde las variables objetivo tienen categorias ordenadas. Ej.: Califi-
caciones de videos del 1 al 10.

La regresion logistica se usa en varios campos, incluido el aprendizaje automatico,
la mayoria de los campos médicos y las ciencias sociales. En [166] los autores utilizan
regresion logistica para la clasificacion de sentimientos de la revisiéon de medicamen-
tos recopilada de el conjunto de datos de Drug Reviews. La regresién logistica es
utilizada para la prediccion de la pertenencia a un grupo. El poder de prediccién con
las caracteristicas dadas tiene una precisiéon del 80 % con el método de clasificacién
LSTM. En [167] el autor ha aplicado enfoques de aprendizaje automatico supervi-
sado como Naive Bayes, arbol de decisién, SVM y Regresion logistica finalmente se
construyé una ontologia de dominio para la especificacién formal del conocimiento
en ese dominio. La descripcién semantica se logra haciendo coincidir el concepto de
la ontologia que mejora el rendimiento de la clasificacién de texto. En [168] desa-
rrollan un modelo para la clasificacion de notas clinicas concluyendo que el mejor
rendimiento entre todos los enfoques computacionales de aprendizaje automatico
utilizado es la regresion logistica, la cual produce mejores cifras de rendimiento en
términos de precision y recuperacion. .
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Ventajas

Desventajas

1. La regresion logistica es mas
facil de implementar, interpretar
y muy eficiente de entrenar. Es
muy rapido en la clasificacién de
registros desconocidos. 2. Fun-
ciona bien cuando el conjunto
de datos es linealmente separa-
ble. 3. Puede interpretar los co-

1. Construye limites lineales. La regresién
logistica necesita que las variables indepen-
dientes estén linealmente relacionadas con las
probabilidades logaritmicas. 2. La principal
limitacion de la regresién logistica es la su-
posiciéon de linealidad entre la variable de-
pendiente y las variables independientes. 3.
Los algoritmos mas potentes y compactos,

eficientes del modelo como indi-
cadores de la importancia de las
caracteristicas.
Tabla 2.6: Las ventajas y desventajas de Regresion
Logistica [6].

como las redes neuronales, pueden superar
facilmente a este algoritmo.

2.4. Ontologias

Definicion

El concepto de ontologia se ha definido de multiples formas, si bien ha sido definida
comunmente como una disciplina del elemento puro de todo nuestro conocimiento,
o que agrupa todo el conocimiento previo que se tiene sobre algo |[169]. Otro de
los conceptos ampliamente reconocido entre diferentes disciplinas, en particular en
el drea de la inteligencia artificial se puede analizar en [169] donde se define a la
ontologia como una especificacién explicita de una conceptualizacién. Ademas, las
ontologias constituyen el elemento de mayor relevancia de la Web Semantica debido
a que logra una visién explicita y detallada entre agentes [170]. De igual manera, se
ha podido notar un incremento en la exploracién y utilizacién de ontologias como
tecnologia de intercambio e interconexién de conocimiento a través de la web, por
parte de la comunidad de Ingenieria del Software [171]. De tal manera que la Web
Semantica ha sido de utilidad para establecer o ejemplificar el término actual de
ontologia [172], haciendo la salvedad que este concepto ya habia sido desarrollado
previamente en el campo de la filosofia.

Componentes de una ontologia

Una ontologia esta conformada por dos partes, conceptos y relaciones. La extraccion
del concepto de una fuente de datos representa el primer paso en la construcciéon de
una ontologia de dominio de manera que es requerido determinar, la fuente de datos
para obtener el concepto [173]. Las ontologias y lenguajes estandar como Resource
Description Framework (RDF), Protocolo simple, RDF Query Language (SPARQL)
y Web Ontology Language (OWL) son consideradas herramientas que agregan y
recuperan valor semantico a un conjunto de datos [174]. El conocimiento en una
ontologia es formalizado mediante la utilizacién de: clases, relaciones, propiedades,
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axiomas e instancias [175]. Una clase es un conjunto de objetos (fisicos, procesos,
tareas), la cual generalmente es organizada en una taxonomia. Las clases se basan
en la representacion del conocimiento en ontologias, porque describen los conceptos
del dominio. Una clase cuyos miembros son clases llamadas superclases o metaclases.

Las relaciones representan las interacciones entre los conceptos establecidos de
una ontologia. Se definen formalmente como cualquier subconjunto de un producto
de n conjuntos: R = CixChz...xC,, donde C; representa los conjuntos con i = 1..n.
Algunas de las relaciones mas utilizadas son:

» Instancia: asocia objetos a clases.
= Relaciones temporales: implican precedencia en el tiempo.
= Relaciones topolégicas: establecen conexiones espaciales entre conceptos.

= Relaciones taxondmicas: una clasificacion jerarquica, en la que las elementos
se organizan en grupos o tipos.

Los axiomas son elementos que se utilizan para modelar oraciones que siempre
son verdaderas. Los axiomas pueden ser estructurales o no estructurales.

Los axiomas estructurales constituyen condiciones relacionadas con jerarquias
de conceptos de ontologia y atributos definidos, mientras que un axioma no estruc-
tural es la relacion entre los atributos de un concepto y son especificos de un dominio.

Las instancias o individuos son miembros de objeto de una clase que se utilizan
para representar elementos y se pueden agrupar en clases.

Propiedades o ranuras. Los objetos se describen mediante un conjunto de ca-
racteristicas o atributos que se almacenan en las ranuras. Estas ranuras almacenan
diferentes tipos de valores. Las especificaciones, rangos y restricciones sobre estos
valores o caracteristicas se denominan facetas.

Clasificaciéon de los tipos de ontologias

Existen diferentes tipos de ontologias segun la perspectiva que se aplique. Bésica-
mente, se siguen dos criterios para estas clasificaciones: el tipo de conocimiento que
contienen y la motivacion de la ontologia.

El criterio donde hay mayor diversidad es en la clasificacién por los conocimien-
tos que contienen. De acuerdo a |176], las ontologias se clasifican segin la cantidad
y tipo de estructura de la conceptualizacion.

Terminologia y ontologias lingiiisticas:

Especifican los términos que se utilizan para representar el conocimiento en el uni-
verso del discurso. Un ejemplo de esto es la red semantica UMLS (Unified Medical
Language System) [177]. Suelen utilizarse para la unificacién del vocabulario en
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un campo determinado. Una de las ontologias del lenguaje méas utilizadas es Word-
Net [178/179] que es una gran base de datos léxica en la que se contemplan diferentes
tipos de relaciones.

= Ontologia de la informacion: especifica las bases de datos de la estructura
de almacenamiento que proporciona un marco para almacenar informacién
estandarizada. El esquema de la base de datos es un ejemplo.

= Conocimientos de modelado de ontologias: especifican conceptualizaciones del
conocimiento. Estas ontologias contienen una rica estructura interna y son las
ontologias que se adaptan més especificamente al conocimiento que describen.

Existe una clasificacién alternativa que se puede encontrar en |180|, donde tam-
bién se sugieren tres categorias:

= Ontologias de tareas: describen el vocabulario relacionado con una tarea o
actividad genérica, proporcionando un vocabulario sistemético de términos
utilizados para resolver problemas relacionados con las tareas que no pertene-
cen al mismo dominio. Estas ontologias utilizan el conocimiento del dominio
para buscar informacién, mientras que otra podria gestionar la asignacion de
bloques de memoria libres.

= Ontologias de dominio: contienen todos los conceptos asociados a un dominio
en particular.

= Ontologias generales: las ontologias comunes o generales se utilizan para ex-
poner el conocimiento reutilizable comun a través del dominio. Contiene vo-
cabulario relacionado con objetos, eventos, relaciones temporales, relaciones
causales, modelos a seguir y funcionalidades.

Otros autores mencionan una categoria intermedia llamada ontologias centrales,
que cubren los conceptos mas importantes en un dominio determinado. Por ejemplo,
la Red Semantica en UMLS 3 contiene conceptos médicos generales como enferme-
dad, hallazgo, sindrome, por lo que es una ontologia médica central. Otros diferencian
entre el dominio de la aplicacién y las ontologias de la tarea de la aplicacién [181]. El
primero instancia el conocimiento de dominio de propdsito general a restricciones de
aplicacion particulares, mientras que el segundo corresponde de manera similar a las
ontologias de aplicacién introducidas por [182], a una combinacién de conocimiento
declarativo y procedimental relevante para el dominio.

Una ultima categoria de ontologias, son las llamadas meta-ontologias u onto-
logias de representacién del conocimiento: describen las primitivas que se utilizan
para formalizar el conocimiento de conformidad con un paradigma de representa-
cién especifico. The Frame Ontology [175] o las ontologias de representacion de los
lenguajes de Web Semantica del W3C RDFS y OWL. 4 son ejemplos bien conocidos
de esta categoria
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OWL

En los ultimos anos, se han desarrollado una variedad de lenguajes de ontologia, por
lo que estos se han adoptado en el contexto de la Web Semaéntica |183].

Segun [184], el Consorcio World Wide Web ha contribuido mucho a estandarizar la
especificacion necesaria para la tecnologia de Web Semantica al introducir el Marco
de Descripcién de Recursos (RDF) y el Esquema RDF [185].

OWL (Web Ontology Language) es una propuesta de estandarizacién del lenguaje
ontolégico especificada por un grupo de trabajo del W3C Web Ontology que ayudaria
a resolver los impedimentos actuales para la construccion cooperativa de ontologias
entre diferentes plataformas de construccion ontolégica, asi como potenciar la Web
Semantica. OWL proporciona un lenguaje que utiliza la conexién proporcionada por
RDF para agregar las siguientes capacidades a las ontologias:

Capacidad para distribuirse en multiples sistemas.

Escalable a las necesidades de la Web.

Compatible con estdndares Web e internacionalizacion de accesibilidad.

Abierto y extensible.

El primer borrador de la especificacién del lenguaje (OWL 1.0) aparecié en julio
de 2002 y fue presentado formalmente por el W3C en febrero de 2004 [186]. En
octubre de 2009 llego la ultima version hasta ahora, la 2.0.

En OWL 1.0, se definen los siguientes tres lenguajes de expresion subincrementales:

OWL Lite

Es el sub-lenguaje menos expresivo. Proporciona una ruta de migracion rapida para
tesauros y otras taxonomias. Esta destinado principalmente a usuarios que requieren
una clasificacién jerarquica y restricciones simples.

OWL DL

Proporciona la maxima expresividad de célculo que incluye todas las construcciones
del lenguaje OWL, pero solo se puede usar con ciertas restricciones. Su nombre es
bien conocido por su correspondencia con las 16gicas descriptivas (DL), por el hecho
de asegurar la integridad y finitud de los argumentos para la base formal de OWL.

OWL Full

Estd destinado a usuarios que requieren la maxima expresividad y libertad sintactica
por RDF pero sin garantias computacionales. Permite que la ontologia aumente el
significado de vocabulario predefinido, RDF o OWL. En la version 2.0 de OWL se de-
finen tres nuevos sub-lenguajes con ttiles propiedades de procesamiento. Ademsds, la
nomenclatura de los sub-lenguajes se ha modificado al concepto de perfil, orientando-
se a las caracteristicas particulares en funcion principalmente de la expresividad re-
querida por la aplicaciéon, la prioridad que da el razonamiento sobre clases o datos, el
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tamano de los conjuntos de datos y la importancia de escalabilidad, entre otras cosas.

Figura 2.4: Estructura OWL 2. Fuente: Google Image.

OWL 2

Esta disenado para aplicaciones que emplean ontologias que contienen una gran
cantidad de propiedades y/o clases. El acrénimo EL refleja el origen del sublen-
guaje en la familia EL de logica descriptiva. Es simple de implementar y permite
una gran escalabilidad para expresiones complejas; sin embargo, la expresividad que
proporciona es bastante limitada. No permite la negacién y disyunciéon de clases,
cuantificacion universal de propiedades ni propiedades inversas.

OWL 2QL

Este perfil se recomienda para aplicaciones con un gran volumen de datos de ins-
tancia, y donde el rendimiento de las consultas es mas importante, esta disenado
para aplicaciones que priorizan la interoperabilidad de OWL con bases de datos. Es
una variante de OWL-Lite, que es muy comtn en las tareas de integraciéon de bases
de datos. Es adecuado para aplicaciones con ontologias ligeras que tienen un gran
nimero de personas que requieren acceso a los datos. Es facil extender los lenguajes
relacionales habituales como SQL, incorporando consultas con axiomas definidos por
subconjunto. El razonamiento se puede implementar de manera eficiente reescribien-
do técnicas para consultas. Por tultimo, facilita el mapeo entre UML y diagramas
Entidad-Relacion dando una representacién esquematica inmediata de los datos. En
cuanto a la expresividad, todavia es bastante limitada.

OWL 2 RL

Es adecuado para aplicaciones que requieren un razonamiento escalable sin sacrificar
demasiada expresividad. Esta dirigido principalmente a aplicaciones que priorizan
la interoperabilidad de OWL con maquinas de reglas, definiendo un subconjunto
sintactico de reglas para su implementacion a través de tecnologias basadas en reglas,
facilitando el razonamiento. Dichas implementaciones permiten la operacién directa
en triples RDF y pueden aplicarse arbitrariamente a graficos RDF. Los lenguajes
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descritos se representan esquemadaticamente en la Figura [2.4]

Lenguajes de modelado de servicios web

El WSML [185] proporciona una seméntica de sintaxis formal para la ontologia de
modelado de servicios web de (WSMO). WSML se basa en diferentes formalismos, a
saber, logica descriptiva, logica de primer orden y programacion logica. WSML pro-
porciona una seleccién significativa de variantes capaces de adaptarse tanto a requisi-
tos como al dominio de la aplicacion de destino. Estos son: WSML-Core, WSML-DL,
WSML-Flight, WSML-Rule y WSML-Full. La familia de lenguajes WSML propor-
ciona una sintaxis legible por humanos y dos adicionales, a saber, XML, RDF, mas
una asignacion a OWL para el intercambio entre equipos de cémputo.Ver figura [2.5
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Figura 2.5: Lenguajes de modelado de servicios web. Fuente: Google Image.

WSML-core Se basa en OWL Lite, que es una version restringida de OWL Lite, lo
que lo hace totalmente compatible con este subconjunto de OWL. El formalismo
utilizado, cumple precisamente con la interseccién de la Légica descriptiva y Horn
Logic (sin simbolos de funcién y sin igualdad), extendido con soporte de tipo de
datos. El lenguaje proporciona los medios para modelar clases, atributos, relacio-
nes binarias (jerarquias de clases y jerarquias de relaciones) e instancias. Debido a
que tiene el poder menos expresivo de toda la familia WSML idiomas, WSML-core
ofrece las caracteristicas computacionales més favorables, por lo tanto, es el idioma
preferido para aplicaciones préacticas. WSML-Core se amplia, tanto en la direccién
de la légica de descripcion como en la direccion de programacion con WSML-DL y
WSML-Flight respectivamente [184].

WSML-DL

WSML-DL [187]. Extiende la sintdctica y seméantica WSML-Core a un paradigma
de logica de descripcién completo, a saber, SHIQ, cubriendo asi la parte de OWL
que se puede implementar de manera eficiente. WSML-DL amplia WSML-Core pro-
porcionando una sintaxis menos restrictiva. En esta direccién, la mayoria de las
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limitaciones en el uso de la sintaxis WSMD-DL son las derivadas del uso de légicas
de descripcién.

WSML-Flight

WSML-Flight [188] proporciona un poderoso lenguaje que extiende WSML-Core
en la direccion de la programacion légica. Proporciona un amplio conjunto de pri-
mitivas de modelado para atributos, como restricciones de valor y restricciones de
integridad. WSML-Flight es semanticamente equivalente a Datalog con desigualdad
y negacién estratificada (localmente). Incorpora un lenguaje de reglas en toda regla,
al mismo tiempo que permite un razonamiento eficiente.

WSML-Rule

Segun |189]. WSML-RUL, extiende WSML-Flight en la direccién de la programacién
l6gica, proporcionando un lenguaje de programacién légica completamente desarro-
llado. Admite el uso de simbolos de funcién y reglas inseguras y no restringe el uso
de variables en expresiones logicas.

WSML-Full
WSML-Full [189]. Unifica todas las variantes de WSML-DL y WSML-Rule bajo un
marco comun de primer orden con una extensién no monoétona de WSML-Rule.

Metodologias de ingenieria ontolégica

Cuando se crea contenido semantico, ya sean ontologias o instancias de las mismas,
se deben seguir una serie de pasos, en algin orden particular, para garantizar que
los resultados se entreguen en un plazo razonable, a un nivel de calidad razonable
y con costos razonables. Este proceso involucra varios actores, incluidos expertos en
el dominio, ingenieros del conocimiento y desarrolladores de software, que trabajan
en colaboracién para entregar un agente semantico especifico de acuerdo con un
conjunto de requisitos del usuario, para asegurar la operacionalizacién del proceso
subyacente en términos de resultados, mano de obra y duraciéon. Se han realizado
esfuerzos en la comunidad de la Web Seméantica para comprender el ciclo de vida
del contenido seméantico y para disenar metodologias que proporcionen descripcio-
nes del proceso mediante el cual las necesidades del usuario se traducen en agentes
semanticos.

En general, una metodologia se puede definir como un sistema integrado por una
serie de técnicas o métodos que crean una teoria general de sistemas de como debe
realizarse una clase de trabajo intensivo en pensamiento [186]. En particular una
metodologia incluye una descripcién del proceso a realizar y de los participantes asi
como de los roles involucrados en el proceso, asigna responsabilidades a actividades
y personas y da recomendaciones en forma de mejores practicas y directrices. Puede
estar relacionada con un modelo de proceso especifico, que proporcione detalles adi-
cionales sobre el orden y las relaciones entre las actividades previstas por el ciclo de
vida correspondiente. En analogia con otras disciplinas, en particular Ingenieria de
Software, las metodologias para la creacién de contenido seméntico suelen utilizar
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modelos como Waterfall [190], el modelo en espiral [191] o alguna forma de desarrollo
agil.

WSML-Full

Metodologias para la creacién de ontologias Segin [192]. Las metodologias de inge-
nieria de ontologia se pueden dividir en dos categorias principales, dependiendo del
entorno en el que se puedan aplicar:

» Ingenieria de ontologia centralizada: El equipo de ingenieria de ontologia esta
concentrado en un solo lugar, la comunicacion entre los miembros del equipo
ocurre en reuniones regulares cara a cara. Esta configuracién es mas relevante
para el desarrollo de ontologias para un propodsito especifico dentro de una
organizacion.

= Ingenieria de ontologia descentralizada: Esta configuracion es méas relevante
en el contexto de la Web Semantica o en otros entornos distribuidos abier-
tos a gran escala. El equipo de ingenieria de ontologia estd compuesto por
individuos dispersos en varias ubicaciones geograficas y afiliados a diferentes
organizaciones. La comunicacién dentro del equipo suele ser asincrona. La on-
tologia proporciona una lengua franca entre diferentes partes interesadas o
asegura la interoperabilidad entre maquinas, humanos e incluso entre ambos.

Ejemplos de metodologias que pertenecen a la primera categoria son IDEF5 [193],
METHONTOLOGY [194] o la metodologia OTK [195]. IDEF5 y METHONTO-
LOGY describen el proceso de diseno de ontologia genérica. Comparado con el mo-
delo de proceso introducido en IDEF5 y METHONTOLOGY, OTK no prevé tareas
o actividades adicionales, sino que integra el proceso de ingenieria ontolégica en un
marco mas completo para la creacion de aplicaciones de gestién del conocimiento
basadas en ontologias.

Metodologia IDEF5

Es una metodologia de ingenieria ontologica que apoya la creacion de ontologias para
entornos centralizados [193]. Esta bien documentada, se divide en cinco actividades
principales: organizar y definir proyectos, recopilar datos, analizar datos, desarrollar
la ontologia inicial, perfeccionar y validar la ontologia. La organizacion y la activi-
dad de definicién definen los aspectos administrativos de la ontologia. Durante la
actividad de recopilacion de datos, el analisis del dominio se realiza para determinar
y explotar las fuentes de conocimiento. El resultado de la actividad de analizar da-
tos es una primera conceptualizacion del dominio. En las siguientes actividades, los
ingenieros de ontologia comienzan a definir los llamados Proto-Conceptos, que son
conceptos de alto nivel que caracterizan al dominio y que se refinan con relaciones
y axiomas hasta que la validacion dé como resultado una ontologia que cumpla con
los requisitos definidos al principio.

METHONTOLOGY
METHONTOLOGY pertenece a la ingenieria ontoldgica y es la metodologia mas
completa, ya que se puede utilizar para construir ontologias desde cero o reutilizando
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otras ontologias tal como estdn, o mediante un proceso de reingenieria [194]. El mar-
co permite la construccién de ontologias tanto en el nivel de conocimiento como en
el nivel conceptual, en contraposicion al nivel de implementacién. El marco consiste
en: identificacion del proceso de desarrollo de la ontologia con la identificacién de
las principales actividades, tales como, evaluacién, configuracién, gestién, concep-
tualizacién, integracion o implementacién; un ciclo de vida basado en prototipos en
evolucion; y la metodologia en si misma especifica los pasos para realizar las activida-
des, las técnicas utilizadas, los resultados y su evaluacion. El proceso para construir
una ontologia centralizada se describe en detalle. Sin embargo, METHONTOLOGY
no proporciona orientacion para la ontologia descentralizada y no se centra en los
procesos posteriores al desarrollo.

Metodologia OTK

La metodologia OTK divide el proceso de ingenieria ontologica en cinco pasos prin-
cipales y cada uno de ellos tiene numerosos subpasos, que requieren una toma de
decisién principal al final y que dan como salida un resultado especial [196]. Las
fases son:

1. Estudio de viabilidad.
2. Kickoff.

3. Refinamiento.

4. Evaluacion.

5. Aplicaciéon y evolucion.

Los subpasos de refinamiento son: Refinar la descripcién de la ontologia semifor-
mal, formalizar en la ontologia de destino, crear prototipo.

Los documentos resultantes de cada fase son: p. €j., para la fase inicial, un do-
cumento de especificacién de requisitos de ontologia (ORSD) y la descripcién de
ontologia semiformal. Los documentos son la base de las principales decisiones que
deben tomarse al final para pasar a la siguiente fase, por ejemplo, ya sea en la fa-
se Kickoff que se han captado suficientes requisitos. La metodologia OTK describe
completamente todos los pasos que son necesarios para construir ontologias de co-
nocimiento centralizado. Los requisitos de la configuracién descentralizada fueron

los principales impulsores de la definicion de las metodologias de ingenieria de on-
tologias HCOME y DILIGENT.

HCOME

En [197], los autores presentan un enfoque muy reciente para el desarrollo de on-
tologias. HCOME, que significa metodologia de ingenieria de ontologia centrada en
el ser humano, apoya el desarrollo de ontologias de forma descentralizada. HCOME
presenta tres espacios diferentes en donde las ontologias pueden ser almacenadas. El
primero es el espacio personal. En este espacio los usuarios pueden crear y fusionar
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ontologias, controlar versiones de ontologias, asignar términos y palabras asi como
sentidos a conceptos y consultar la ontologia superior. En el espacio personal las on-
tologias se pueden compartir en el espacio, lo que permite que puedan ser accedidas
por todos los participantes. En el espacio compartido los usuarios pueden discutir
decisiones ontolégicas basadas en el modelo IBIS [198]. Después de una discusién
y un acuerdo la ontologia se mueve al espacio acordado. HCOME no proporciona
descripcion detallada de los pasos del proceso a seguir para llegar a un acuerdo entre
los participantes.

DILIGENT

Es una metodologia de ingenieria ontoldgica que aborda los requisitos de un escena-
rio de gestion del conocimiento distribuido [199]. DILIGENT distingue cinco etapas
principales que se repiten interactivamente, a saber, construccién central, adaptacion
local, analisis central, revision central y actualizacién local. Un equipo compuesto
por ingenieros de ontologia comienza el proceso construyendo una pequena onto-
logia inicial que se distribuye a los usuarios. A los usuarios les es permitido adaptar
localmente la ontologia compartida para cumplir requisitos. Los cambios realiza-
dos por los usuarios sirven como entrada para una préxima versién de la ontologia
compartida. Después un equipo compuesto por ingenieros ontoldgicos y los usua-
rios, actualizan la ontologia compartida en la etapa central de andlisis y revision.
Finalmente, los usuarios actualizan localmente su ontologia compartida a la nueva
version. De este modo, la ontologia compartida responde a los requisitos emergentes,
mientras que el proceso permite reduccion de costos a través de pequenos costos de
instalacién en comparacion con una central.

Un problema importante en DILIGENT se relaciona con el proceso de construc-
ciéon de consenso, debido a que los modelos de conocimiento heterogéneos creados
por los usuarios deben estar parcialmente integrados en la ontologia compartida. DI-
LIGENT apoya el proceso de construccion ampliando un modelo de argumentaciéon
existente y adaptando a los requisitos de las discusiones de ingenieria ontoldgica.
Sugiere un conjunto restringido de tipos de argumentos y, por lo tanto, ofrece una
guia sistematica para las discusiones. Como resultado, el proceso de acuerdo se vuel-
ve mas estructurado y rastreable.

Ingenieria de ontologias basada en Wikis

Tiene como objetivo la separacién de los desarrollos de ontologias y desarrollos de
arboles de conceptos y similares. Los motores Wiki semanticamente mejorados apo-
yan la fase conceptual del proceso de ingenieria de ontologia [200]. Esta fase la
realizan todos los interesados utilizando el Wiki como herramienta colaborativa. Los
conceptos se definen y describen no sélo por un equipo experto, sino que ademas
es abierto a todos los interesados en los resultados. Posteriormente, se extendié for-
malmente. Este enfoque es especialmente adecuado para empresas que pretenden
establecer y definir un glosario para toda la empresa y, al mismo tiempo, definir un
modelo de datos comin para la integracion de aplicaciones.
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Ingenieria de ontologia de juegos

Otro enfoque interesante para la obtencién de conocimientos se presenta en [201].
Alli, se desarrollan juegos para encontrar conceptualizaciones compartidas de un
dominio. Durante el juego, los jugadores describen imagenes, texto o videos. Los
usuarios obtienen puntos si describen el contenido de la misma manera. Su aporta-
cién esta formalizada y traducida a OWL.

Ingenieria de ontologias de etiquetado

El etiquetado es un enfoque muy exitoso para organizar todo tipo de contenido en la
web. Los usuarios etiquetan, es decir, agregan descripciones breves a sus marcadores,
fotos, articulos, weblogs y otros tipos de contenido. Las etiquetas a menudo descri-
ben el significado del contenido etiquetado en un término. Establecido sobre esta
observacién, [201] introdujo una ingenieria de ontologia basada en una metodologia
de etiquetado. La metodologia introduce un proceso de cuatro pasos que comienza
con aparicion de ideas, consolidacién en comunidades, formalizacién y axiomatiza-
cién. Se utiliza una herramienta de etiquetado para apoyar este proceso.

Aplicaciones de ontologias

A continuacién, se describen algunas de las aplicaciones de ontologias de mayor im-
pacto:

Aplicaciones en biomedicina

Las ontologias han ganado mucha importancia en las dltimas dos décadas, especial-
mente en el ambito biomédico. Varias ontologias biomédicas como la Gene Ontology
(GO), el National Cancer Institute theasurus (NCIt) en Estados Unidos, el Foun-
dational Model of Anatomy (FMA), y la Standarized Nomenclature of Medicine
(SNOMED-CT) han surgido y mantenido con el pasar del tiempo ademds de ser
utilizadas ampliamente en la anotacion de registros, la estandarizacion de formatos,
la representacion e integracién de conocimientos y la toma de decisiones.

» Gene Ontology (GO)

El proyecto Gene Ontology (GO) es un esfuerzo colaborativo para abordar
dos aspectos de la integracion de la informacion: proporcionar descriptores
consistentes para productos genéticos, en diferentes bases de datos; y la es-
tandarizacion de clasificaciones para secuencias y caracteristicas de secuencia.
El proyecto comenzé en 1998 como una colaboracién entre tres bases de da-
tos: FlyBase (Drosophila), Saccharomyces Genome Database (SGD) y Mouse
Genome Informatics (MGI). Desde entonces, el Consorcio GO ha crecido para
incluir muchas bases de datos, incluidos varios de los principales repositorios
de genomas de plantas, animales y microbios del mundo [202].

» National Cancer Institute theasurus (NCIt)
El National Cancer Institute theasurus (NCIt) es una terminologia de referen-
cia y una ontologia biomédica utilizada por el National Cancer Institute (NCI)
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de Estados Unidos y un niimero creciente de otros sistemas. NCIt se publico por
primera vez en el ano 2000 y tenia la intencién de facilitar la interoperabilidad
y el intercambio de datos entre los diversos componentes de NCI. Es el recurso
terminolégico central publicado como parte de Enterprise Vocabulary Servi-
ces (EVS), un conjunto de servicios y recursos que proporcionan terminologia
controlada al NCI y sus colaboradores, es actualizado mensualmente [203].

» Foundational Model of Anatomy (FMA)

El Foundational Model of Anatomy, [204] es una ontologia de dominio de los
conceptos y relaciones que pertenecen a la organizacion estructural del cuerpo
humano. Abarca los objetos materiales desde los niveles moleculares hasta los
macroscdpicos que constituyen el cuerpo humano y asocia con ellos entidades
no materiales (espacios, superficies, lineas y puntos) necesarias para describir
las relaciones estructurales. El enfoque de modelado disciplinado empleado
para el desarrollo de FMA se basa en un conjunto de principios declarados,
esquemas de alto nivel, definiciones aristotélicas y un entorno de autor basado
en marcos.

» Standarized Nomenclature of Medicine (SNOMED-CT)

Se basa [205] en una taxonomia de mas de 390 000 conceptos vinculados a
términos y sinénimos multilingiies. Ademas de este componente terminologi-
co, SNOMED CT cuenta con una capa ontolégica independiente del lenguaje,
compuesta por una gran columna vertebral taxonémica poli-jerdrquica enri-
quecida por axiomas formales que conecta conceptos a través de las jerarquias
y proporciona criterios necesarios, SNOMED CT proporciona un mecanismo
para crear vocabularios especificos definidos por los usuarios, denominados
subconjuntos.

Aplicaciones en la Geologia

= GeoCore Ontology

Contiene definiciones bien fundamentadas de un conjunto limitado de concep-
tos generales dentro del campo de la geologia que actualmente son considerados
por todos los gedlogos, independientemente de su habilidad [206]. Permite a
los modeladores considerar por separado un objeto geoldgico, la sustancia que
lo constituye, los limites que lo limitan y la disposicién interna de la mate-
ria dentro de él. La ontologia central también permite la descripcion de las
cualidades existencialmente dependientes asociadas a un objeto geoldgico y el
proceso geolégico que lo generd en una edad geoldgica particular.

Aplicaciones en servicios web

= Webulous Google Add-On
Webulous |207] proporciona una infraestructura para especificar plantillas con
la finalidad de poblar patrones de diseno de ontologias que se transforman
en afirmaciones de OWL en una ontologia de destino. Webulous proporciona
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acceso programatico al servidor de plantillas y a un cliente. Ademas se ha
desarrollado una aplicacién para hojas de calculo de Google que permite cargar,
rellenar y volver a enviar plantillas a el servidor Webulous de manera que pueda
ser procesada.

2.5. Trabajos relacionados

A continuacién, se describen investigaciones que combinan clustering, seleccién de
atributos y métodos ontoldgicos para la clasificacién de texto, las cuales tienen es-
trecha relacion con la presente investigacion.

En [208], los autores proponen un nuevo enfoque para el preprocesamiento de los
datos con el fin de mejorar los resultados de agrupacion. Preprocesaron los datos de
entrada aplicando heuristica basada en ontologia para la seleccion y agregacién de
caracteristicas. Basandose en estas representaciones, calcularon multiples resultados
de agrupamiento usando el algoritmo K-means. Los resultados obtenidos se pueden
explicar mediante la correspondiente seleccién de conceptos en la ontologia.

En [209], se presenta un sistema de agrupamiento jerarquico modificado para
indexacién ontoldgica. Sus hallazgos mostraron que las ontologias pueden imponer
una interpretacion o agrupamiento subjetivo en un documento conjunto que sea al
menos tan bueno como la bisqueda de metapalabras.

En [210], los autores realizaron una investigaciéon cuyo objetivo fue identificar
grupos de trastornos del desarrollo y representarlos en una ontologia. La ontologia
se utiliza para interpretar y mejorar los resultados de la agrupacion y los resulta-
dos de la agrupacion se utilizan para validar la ontologia y sugerir direcciones para
su desarrollo. La metodologia utilizada combina una ontologia con un método de
agrupamiento para apoyar la identificacion y representaciéon sistematica de grupos
de trastornos del desarrollo.

En [211], los autores presentan dos métricas de evaluacién de caracteristicas para
el clasificador Naive Bayes Multi-class Odds Ratio (MOR) y Class Discriminating
Measure (CDM), aplicado en conjuntos de datos de texto de clases miltiples. Como
indican los resultados, CDM y MOR obtienen mejores resultados que otros enfoques
de seleccién de caracteristicas.

En [212], los autores proponen un modelo transformado de indexacién seméntica
latente (LSI) que puede capturar adecuadamente la similitud semantica asociada a
una ontologia basada en corpus. Para analizar los métodos de ontologia més eficientes
en la agrupacion de texto, implementan dos estrategias hibridas que utilizan varias
medidas de similitud. Los resultados de los experimentos muestran que el método de
algoritmo genético junto con la estrategia de ontologia en combinacién de la medida
basada en LSI transformada con la medida basada en el tesauro, supera al de las
medidas tradicionales de similitud. El algoritmo de agrupamiento propuesto mejora
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el rendimiento en comparacion con K-means en los mismos entornos de similitud.

En [213], los autores desarrollan una ontologia de dominio y construyen un nue-
vo modelo de espacio vectorial conceptual en la etapa de preprocesamiento de la
agrupacion de texto, sustituyendo la matriz inicial (matriz léxico-texto) en el andli-
sis semantico latente con una matriz de concepto-texto. En la etapa de analisis de
clustering, este modelo adopta la similitud semantica, superando parcialmente la di-
ficultad de evaluar de manera precisa y efectiva el grado de similitud del texto. Los
resultados experimentales indican que este método es 1til para mejorar el resultado
de la agrupacion de texto.

En [214], los autores discuten las ventajas y desventajas del algoritmo K-means,
para posteriormente combinarlo con un conjunto de datos basado en ontologias,
estableciendo un modelo de web semantica el cual mejora el algoritmo de agrupa-
miento existente demostrando que el algoritmo mejorado tiene una mejor eficiencia
y precision en web semantica.

En [184], los autores proponen un esquema de recuperaciéon seméntica basado
en ontologias de dominio para la busqueda de conocimiento y la recuperacion de
informacion tipo texto. En el esquema desarrollado, la ontologia de dominio se cons-
truye utilizando el enfoque basado en gréaficos para automatizar la construccion de
la ontologia de dominio, y luego se adopta la extension y recuperacion semantica
de consultas para la recuperacién de conocimiento basada en la semantica. Para la
extension semantica de la consulta, se adopta el analisis semantico latente para des-
cubrir las relaciones seménticas entre las consultas y las caracteristicas seméanticas
de la ontologia. Para la recuperacién semantica, se propone un método de K-means
basado en graficos para realizar clustering, empleando una estrategia de busqueda
jerarquica para la recuperacion de documentos. Finalmente, los resultados experi-
mentales evidencian los beneficios del modelo propuesto.

En [215], los autores realizan un estudio empirico sobre el agrupamiento automa-
tizado de texto, aplicado a articulos cientificos y textos de periédicos en portugués
brasileno. El objetivo fue encontrar el método computacional mas efectivo capaz
de agrupar la entrada de textos en sus grupos originales. Teniendo en cuenta los
experimentos llevados a cabo, los resultados de la clasificacion de textos humanos y
la agrupacion automatizada son lejanos, de igual manera encontraron que los resul-
tados de correccién de agrupamiento varian segin el nimero de textos de entrada y
sus temas.

En [216], se propone un enfoque novedoso basado en ontologias para la agrupa-
cién en clusteres de servicios web. Se centran en la similitud y especificidad de los
términos para la generacién de ontologias. La cantidad de informacion especifica del
dominio incluida en un término se usa para definir la especificidad de ese término.
Los términos especificos son més relevantes que los términos generales para descri-
bir una gran cantidad de informaciéon de dominio. Aprovechando esto, generan una
nueva ontologia, que luego se utiliza para calcular la similitud mediante la definicién
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de nuevos filtros basados en la légica. Basado en una evaluacion integral que reali-
zan para evaluar el rendimiento del método, demostré ser mas efectivo en términos
de precision, recuperacion, pureza y entropia que otros enfoques de agrupamiento
existentes.

En [217], los autores describen los métodos de construccién de ontologias, propo-
niendo un método de extensién de ontologias automatico basado en el aprendizaje
supervisado y la agrupacién de textos. Este método utiliza el algoritmo de agrupa-
cion de K-means para separar el conocimiento del dominio y guiar la creacién del
conjunto de entrenamiento para el clasificador Naive Bayes.

En [218], los autores presentan un enfoque para mejorar los conjuntos de carac-
teristicas de entrada del método DC y mejorar la precisién. Proponen un enfoque de
dos etapas. En la primera etapa, se emplea un diccionario especifico de dominio, a
saber, el Unified Medical Language System (UMLS), para extraer las caracteristicas
clave pertenecientes a los conceptos mas relevantes como enfermedades o sintomas.
En la segunda etapa, se aplica PSO para seleccionar mas caracteristicas relaciona-
das de las caracteristicas extraidas en la primera etapa. El rendimiento del enfoque
propuesto se evalia en el conjunto de datos de Informatica para la integracién de la
biologfa (i2b2) en 2010, conjunto de datos de texto médico ampliamente utilizado.
Los resultados experimentales muestran una mejora sustancial por el método pro-
puesto en la precisiéon de la clasificacion.

En [219], los autores proponen un nuevo sistema de recuperacién de informacion
semantica que utiliza la seleccién y clasificacién de caracteristicas para mejorar la
puntuacion de relevancia. Este sistema estda compuesto por un algoritmo de selec-
cién de caracteristicas, una ontologia inteligente y un algoritmo de recuperacion de
informacion semantica basado en la asignacion de Dirichlet latente. Las principales
ventajas de los algoritmos propuestos son el aumento de la relevancia, la capacidad
de manejar big data y la rapida recuperacién de informacion.

En [220], este estudio propone una metodologia para realizar clustering de docu-
mentos utilizando ontologia de dominio y la ontologia WordNet. El principal objetivo
de este trabajo es aumentar la calidad de la salida del cluster. De igual manera, se
examinan y analizan métodos de seleccion de atributos. Los documentos se agrupan
utilizando el algoritmo K-Means convencional con el proceso de seleccion de atri-
butos de reduccién de dimensiones y clustering basado en densidad. El enfoque de
ontologia propuesto emplea el conjunto de atributos reducido para agrupar los docu-
mentos de texto. Los resultados se comparan con dos enfoques tradicionales en dos
conjuntos de datos. Demuestran que el enfoque de agrupamiento basado en ontologia
es efectivo para agrupar los documentos con alta precision, recuperacion y exactitud.



Capitulo 3

Metodologia

En esta investigacion se han aprovechado las técnicas de Machine Learning dispo-
nibles en combinancion con la Ingenieria Ontoldgica, con el proposito de desarrollar
una metodologia que permita la inferencia y representacion del conocimiento a partir
de bases de datos textuales. Las aplicaciones de ambas temédticas son incalculables
en todos los sectores productivos y aplicaciones imaginables. Sin embargo, a pesar
de aplicarse ambos tipos de técnicas en dominios de creciente complejidad, como
la medicina, la socio-politica, etc., son pocos los intentos de integrar dichos tipos
de técnicas en problemas o dominios concretos para aprovechar sinérgicamente el
potencial que la combinacién de dichas tematicas ofrece.

En este capitulo se describe la metodologia propuesta en esta Tesis Doctoral.
La figura muestra la metodologia propuesta partiendo de un conjunto de datos
original la cual consta de 9 etapas, las 5 primeras (preprocesamiento, clustering, se-
leccién de atributos, clasificacion y test estadistico). El preprocesamiento y el andlisis
de datos sera realizado mediante el uso de la herramienta Weka version 3.9. Weka
(Waikato Environment for Knowledge Analysis) el cual es software de Machine Lear-
ning escrito en Java y desarrollado en la Universidad de Waikato, Nueva Zelanda
(Universidad de Waikato, 2020), la utilizacién de este sistema permite obtener un
conjunto de datos que servird de insumo al andlisis ontolégico. Este andlisis inicia
con la validacién del clustering dando lugar a las 4 etapas adicionales (validacion
del clister, andlisis semdantico, interpretacion y representacion de relaciones).

o7
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Figura 3.1: Metodologia de la investigacion.

3.1. Preprocesamiento

Los métodos de preprocesamiento son el primer paso en un proceso de mineria de
texto y tienen como objetivo transformar la informacién no estructurada de los
archivos de texto en una forma estructurada y ordenada, que luego puede ser in-
terpretada por los algoritmos de aprendizaje automatico . Algunas de estas
técnicas también pueden reducir el eventual ruido presente en una coleccion y el es-
pacio necesario para almacenarla. En realidad, se ha comprobado que entre el 20 %
y el 30 % del total de palabras de un documento son palabras vacias, es decir, térmi-
nos que pueden eliminarse por ser repetitivos y no tener valor semantico. En esta
seccién se presenta un resumen de las practicas mas comunes utilizadas en esta area.

La importancia del preprocesamiento se debe a que los datos en un entorno real
contienen impurezas, estdan incompletos o tienen informacién difusa. Se encuentran
incompletos cuando carecen de valores, de atributos o cuando contienen valores atipi-
cos e inconsistentes que posean discrepancias en los nombres o codigos. Los valores
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atipicos y las anomalias en los datos pueden plantear problemas especiales para el
analista de datos durante el proceso de depuracion de datos. Los datos brutos pue-
den estar disponibles, pero es necesario que sean ttiles. La recopilacién de datos es
un aspecto importante en todos los campos, pero si la informacion es irrelevante,
seré el gran problema (valores perdidos, combinacién de datos imposible, valores
fuera de rango). Tal problema puede producir resultados enganosos que pueden dar
lugar a datos de mala calidad. Si hay mucha informacién redundante e irrelevante o
datos ruidosos y poco fiables, el descubrimiento de conocimientos durante la fase de
entrenamiento es mas dificil. Los pasos de preparacion y filtrado de datos pueden
requerir una cantidad considerable de tiempo de procesamiento. El preprocesamien-
to de datos incluye limpieza, normalizacion, transformacion, extraccién y seleccion
de caracteristicas, etc. El producto del preprocesamiento de datos es el conjunto de
entrenamiento final.

El propésito del preprocesamiento es eliminar fragmentos de texto irrelevantes,
ya que pueden alterar su significado, obteniendo un rendimiento deficiente del clasi-
ficador y redundancia en el anélisis [93].

Varios estudios analizaron la influencia de los métodos de preprocesamiento en
la CT. A continuacién, se presenta un resumen de ellos:

En [212], los autores examinaron 32 combinaciones de cinco métodos de pre-
procesamiento: eliminacién de palabras vacias, derivacion de palabras, indexacion
con frecuencia de términos (TF), ponderacién con frecuencia inversa de documentos
(IDF) y normalizacién de cada documento vector de caracteristicas a la unidad de
longitud. Estas combinaciones se aplicaron a dos conjuntos de datos de referencia:
Reuters-21578 y 20 Newsgroups. Utilizando una SVM lineal y diferentes longitudes
de una representacién de bag-of-words que asocia el texto con un vector que indica
el nimero de ocurrencias de cada palabra en la representacién del conjunto de datos
de entrenamiento. Sus resultados experimentales demostraron que la normalizacién
de cada documento en vectores que representan la informacion de ocurrencia de pa-
labras pudieron mejorar significativamente la eficacia de los clasificadores de texto.

En [221], los autores implementaron la lematizacion, tokenizacién, la derivacién
y la eliminacién de palabras irrelevantes utilizando el clasificador Naive Bayes mul-
tinomial en dos conjuntos de datos: 8000 documentos en inglés seleccionados del
conjunto de datos “Reuters Corpus Volumen 1”7 dividido en seis categorias y 8000
documentos Checos proporcionados por Agencia Checa de Noticias, dividida en cin-
co categorias. Concluyeron que el mejor enfoque de preprocesamiento para la CT es
aplicar la eliminacion de palabras vacias. Sus experimentos indicaron que la elimi-
nacion de las palabras clave mejoré la precisién de la clasificacion en la mayoria de
los casos.

En [222] fue analizado el uso de eliminacién de palabras vacias, derivacién y
diferentes esquemas de tokenizacion para la clasificacién en correos electrénicos no
deseados. Utilizaron tres métodos Machine Learning: Naive Bayes, boosting trees y
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SVM. Su principal conclusién fue que el desempeno de SVM es sorprendentemente
eficaz cuando no se utilizan derivaciones y eliminacién de palabras vacias. Una de
las razones es que algunas palabras vacias son poco frecuentes en los mensajes de
spam y no deben eliminarse para mejorar el rendimiento del filtrado de spam.

En [93] los autores estudiaron el impacto del preprocesamiento en CT utilizando
cuatro métodos de preprocesamiento: tokenizacion, eliminacién de palabras irrele-
vantes, conversion en mintsculas y derivacién. Su estudio se realizé utilizando todas
las combinaciones posibles de los métodos de preprocesamiento en cuatro conjuntos
de datos: correos electrénicos en turco, correos electrénicos en inglés, noticias en
turco y noticias en inglés. Aplicaron el método de Machine Learning SVM usando
tamanos de caracteristicas de 10, 20, 50, 100, 200, 500, 1.000, y unigramas de 2000
palabras. Su principal conclusion fue que las combinaciones apropiadas de las tareas
de preprocesamiento, segiin el dominio y el idioma, pueden proporcionar una me-
jora significativa en la precision de la clasificacion, mientras que las combinaciones
inapropiadas también pueden degradar la exactitud. Otro hallazgo es la importan-
cia de palabras vacias en contraste con muchos estudios de CT, que asumen que las
palabras vacias son irrelevantes.

En [223] los autores investigaron el efecto de tres métodos de preprocesamiento
(eliminacién de palabras vacias, derivaciéon de palabras y normalizacién de ciertas
letras drabes que tienen diferentes formas en la misma palabra en un formulario) en
la CT para un corpus interno que contiene 32.620 documentos de noticias dividido
en diez categorias descargadas de diferentes sitios web de noticias arabes. En este
estudio, Se aplicaron tres métodos de Machine Learning: Naive Bayes, K-NN y SVM.
El andlisis experimental revel6 que el preprocesamiento tiene un impacto significati-
vo en la precision de la clasificacion, especialmente con la estructura morfoldgica de
la lengua arabe. Elegir combinaciones apropiadas de las tareas de preprocesamiento
proporcionan una mejora significativa en la precision de CT dependiendo del tamafio
de las caracteristicas y los métodos de Machine Learning.

El procesamiento descrito en la metodologia propuesta consta de las siguientes
6 etapas:

1. Eliminar instancias duplicadas.

2. Resample.

3. Eliminar atributos con valores faltantes > 5 %.
4. Eliminar atributos tipo date.

5. Conversion de string a vector.

Eliminar instancias duplicadas

Un conjunto de datos puede contener elementos repetidos entre si en la mayoria de
los casos. De manera tal que como parte de la metodologia propuesta se realiza este
paso con la finalidad de eliminar aquellas instancias repetidas para evitar que se



3.1. PREPROCESAMIENTO 61

dé a ese objeto de datos en particular una ventaja o sesgo, cuando se ejecuten los
algoritmos de aprendizaje automatico.

Resample

Es un método empleado para la seleccién de un subconjunto extraido de la base de
datos en andlisis. A menudo se utiliza tanto en la investigacién preliminar de los
datos como para su andlisis final. Usar una muestra funciona casi tan bien como
usar el conjunto de datos completo si la muestra es representativa, lo que implica
que tiene aproximadamente la misma propiedad (de interés) que el conjunto de da-
tos original. En esta Tesis Doctoral es utilizado el Resample porque trabajar con el
conjunto de datos completo resulta costoso computacionalmente, teniendo en cuenta
las limitaciones de tiempo y memoria. El uso de un algoritmo de muestreo permite
reducir el tamano del conjunto de datos a un punto en el que se pueden utilizar
algoritmos de aprendizaje automético de manera eficiente. En el caso del data set
de FEuronews luego de aplicar esta técnica se obtiene una muestra representativa con
el 10 % del conjunto de datos original.

Eliminar atributos con valores faltantes > 5%

Este paso consiste en identificar aquellos atributos que tienen més de 5% de datos
faltantes para eliminarlos del conjunto de datos, esto con la finalidad de obtener
un conjunto de datos 6ptimo para la investigacion, se establecié como aceptable un
mdaximo de 5% de datos faltantes para ser tratados posteriormente.

Eliminar atributos tipo date

Estos valores son significativos cuando se requieren datos temporales. Mientras que
en la presente investigacion no es de interes conocer cuando fue originada la infor-
macion, de tal manera que son eliminados con la finalidad de proporcionar a los
algoritmos de aprendizaje un data set con informacion relevante para el analisis.

Conversion de string a vector

Se hace necesaria la utilizacién de esta técnica debido a que el concepto de una pala-
bra no es entendido por un ordenador, dado que este solo puede comprender valores
binarios o numeéricos, de tal manera que deben ser convertidos nuestros datos en un
lenguaje que pueda ser procesado por el ordenador. Para lograr este proposito es
empleada la técnica de word embedding word2Vector propuesta en [224]225]. Para
la utilizacién de cadenas de texto que puedan ser entendidas por el ordenador, donde
son incluidos tanto el significado como el contexto de las palabras lo que excede a
otras técnicas de word embedding. Para lograrlo incluye dos algoritmos de apren-
dizaje, a saber, bag-of-word (CBOW) y skip-gram. La similitud entre palabras es
calculada a través de la similitud del coseno de los vectores de las palabras.

Word2Vector comprende y vectoriza el significado de las palabras basandose en la
hipdtesis de que las palabras con significados similares en un contexto dado exhiben
distancias cercanas [226], ver figura Ambos algoritmos de aprendizaje exhiben
capas de entrada, proyeccién y salida, aunque sus procesos de derivacién de salida son
diferentes. La capa de entrada recibe W,, = {Wy_2), Wi—1y, ..., Wieg1), Wieg2)} como
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INPUT  PROJECTION OUTPUT INPUT  PROJECTION OUTPUT

W(t-2) W(t-2)

Wie-1) SUM SUM, W(t-1)
_ wo W

W(t+1) W(ttl)

W(t+2) W(t+2)

(A) ®)

Figura 3.2: Model architecture of (A) CBOW and (B) Skip-gram.

argumentos, donde W,, representa a las palabras. La capa de proyeccién corresponde
a una matriz de vectores multidimensionales y almacena la suma de varios vectores.
La capa de salida corresponde a la capa que genera los resultados de los vectores de la
capa de proyecciéon. Especificamente, CBOW es similar al modelo de lenguaje de red
neuronal (NNLM) [227] y predice la palabra de salida de otros vectores de palabra
cercana. El principio basico de CBOW consiste en predecir cuando aparece una
determinada palabra mediante el analisis de palabras vecinas. La capa de proyeccion
de CBOW proyecta todas las palabras en la misma posicién y, por lo tanto, los
vectores de todas las palabras mantienen un promedio y comparten las posiciones
de todas las palabras. La estructura de CBOW presenta la ventaja de organizar
uniformemente la informacién distribuida en el conjunto de datos. Por el contrario,
el Skip-gram exhibe una estructura para predecir vectores de otras palabras a partir
de una palabra. El principio basico de Skip-gram consiste en predecir otras palabras
que aparecen alrededor de una determinada palabra. La capa de proyeccion del
Skip-gram predice palabras vecinas alrededor de la palabra insertada en la capa
de entrada. La estructura del Skip-gram presenta la ventaja de vectorizar cuando
aparecen nuevas palabras. Segin el estudio de Mikolov, CBOW es mas rapido y mas
adecuado en comparaciéon con Skip-gram cuando el tamano de los datos es grande,
y Skip-gram exhibe un mejor rendimiento en comparacién con CBOW mientras
aprende nuevas palabras. Word2Vector nos proporciona una forma de agrupar los
datos similares y reducir su dimensién [22§].

3.2. Clustering

El procesamiento del leguaje natural, puede lograr un mejor rendimiento mediante
la agrupacién de palabras similares [229]. Para lograrlo, debemos buscar los centros
de cada palabra en el clister. Como ha sido discutido en el Capitulo I de esta inves-
tigacién, en la actualidad existen varios algoritmos de agrupacién en cliusteres que
pueden realizar este trabajo.

K-means con 2 y 3 clases
Teniendo en cuenta su simplicidad, que es buen método de agrupamiento para cla-
sificar una gran cantidad de datos numéricos y que los datos asignados a un mismo
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grupo son muy similares, implementamos el algoritmo de agrupamiento K-means
con k = 2y k = 3. K-means nos ha permitido agrupar palabras similares. Con
valores dados a k, construimos k conglomerados.

Esperanza-Maximizacién

El algoritmo general de EM consta de dos pasos, el paso de esperanza y el paso
de maximizacién. Este algoritmo primero entrena a un clasificador usando los datos
de etiquetado disponibles y etiqueta los datos sin etiqueta por clasificacién estricta
(paso de esperanza). Luego entrena un nuevo clasificador usando las etiquetas de
todos los documentos (paso de Maximizacién (M)) e itera hasta la convergencia.
EM utiliza el clasificador Naive Bayes en sus dos pasos para encontrar parametros
de maxima verosimilitud (local) de un modelo estadistico en los casos en que las
ecuaciones no se pueden resolver directamente. Por lo general, estos modelos involu-
cran variables latentes ademas de parametros desconocidos y observaciones de datos
conocidos. Es decir, o existen valores faltantes entre los datos o el modelo se puede
formular de manera mas sencilla asumiendo la existencia de mas puntos de datos no
observados. Encontrar una solucién de maxima verosimilitud normalmente requiere
tomar las derivadas de la funcién de verosimilitud con respecto a todos los valores
desconocidos, los parametros y las variables latentes para resolver simultaneamente
las ecuaciones resultantes. En modelos estadisticos con variables latentes, esto sue-
le ser imposible. En cambio, el resultado es tipicamente un conjunto de ecuaciones
entrelazadas en las que la solucién de los parametros requiere los valores de las va-
riables latentes y viceversa. Como fue definido en el capitulo anterior EM es uno de
los algoritmos comunmente utilizado para la estimacién de densidad de puntos de
datos en un entorno no supervisado. En este punto de la metodologia se utiliza este
algoritmo y se inicializa a 2 y 3 clusteres. De igual manera se utiliza el algoritmo EM
combinando validacién cruzada para seleccionar de manera automatica el niimero
de clusteres a utilizar.

Después de la aplicacion del clustering fueron generadas 5 bases de datos:

Utilizando el algoritmo K-means:

1. euronewspreprocessed-StringToWord Vector-Kmeans2.arff
2. euronewspreprocessed-String ToWord Vector-Kmeans3.arff
Utilizando el algoritmo EM:

1. euronews_preprocessed-StringToWord Vector-EM?2.arff

2. euronews_preprocessed-StringToWordVector-EM3.arff

3. euronews_preprocessed-StringToWordVector-EM9.arff

3.3. Seleccion de atributos

La cantidad de aplicaciones diferentes con miles de atributos esta en aumento, crean-
do la necesidad de utilizar técnicas capaces de manejar un nimero mucho mayor de
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atributos. La seleccion de atributos reduce el coste computacional al disminuir la di-
mensionalidad de los datos mediante la eliminacién de redundancia y caracteristicas
extranas. El enfoque wrapper es un tipo popular de evaluador que permite evaluar
la relevancia de las caracteristicas mediante el uso de un clasificador, seleccionando
solo el subconjunto mas relevante de caracteristicas. Por tanto, los resultados obte-
nidos por un wrapper son diferentes a los de un enfoque de filter, porque selecciona
un subconjunto de las caracteristicas mas relevantes en lugar de enumerar todas las
caracteristicas en orden de relevancia [230], este modelo requiere un algoritmo de mi-
neria predeterminado y utiliza su desempeno como criterio de evaluacién, buscando
caracteristicas que se adapten mejor al algoritmo de mineria con el objetivo de mejo-
rar el rendimiento, pero tiende a ser mas costoso computacionalmente que el modelo
de filtro, el cual se basa en las caracteristicas generales de los datos para evaluar
y seleccionar subconjuntos de caracteristicas sin que involucre ningin algoritmo de
aprendizaje. Hemos decidido utilizar el enfoque wrapper que atin siendo més costoso
computacionalmente hablando, nos ofrece mayor precision en la clasificacién que un
enfoque filter. Ademas los algoritmos evolutivos son bien conocidos por buscar una
solucién 6ptima para el problema de la seleccién de caracteristicas [231-4234]. En
este sentido seleccionamos busqueda evolutiva multi-objetivo.

La estrategia de biisqueda evolutiva multi-objetivo

La Computacién Evolutiva Multi-objetivo (CEM) [62,235] es uno de los pilares sobre
los que se sustenta esta tesis doctoral. A continuacién se describe el modelo de op-
timizacion que usa la estrategia de bisqueda evolutiva multi-objetivo adoptada por
los métodos de seleccién de atributos empleados en la metodologia propuesta, junto
con el algoritmo ENORA, el cual ha servido como algoritmo de optimizacion para el
modelo de optimizacién multi-objetivo propuesto. También se describe el algoritmo
NSGA-II ya que sirve de referencia para poder describir el algoritmo EFNORA y
ambos poseen elementos comunes.

El modelo de optimizacién multi-objetivo
La estrategia de busqueda evolutiva multi-objetivo resuelve el siguiente problema de
optimizacién booleana de dos objetivos:

Mazximizar Fp(z) (3.1)
Minimizar C(z) '

donde z = {xy, z3, ..., , } es un conjunto de variables de decisién booleanas, es decir,
x; € {true, false}, t =1, ...,w, siendo w el nimero de atributos de la base de datos.
La funcién F3(z) es una medida de rendimiento de un algoritmo de aprendizaje ®
entrenado con los atributos seleccionados x; = true,t = 1,...,w y evaluado con el
conjunto de datos D con p-fold cross-validation. En esta tesis se ha usado p = 5.
p-fold se repite (5 veces como maximo) si la desviacién estdndar de la media excede
un valor umbral, por defecto 0.01. La funcién C(z) mide el nimero de atributos
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seleccionados, es decir:
w

C(z)=> N(z) (3.2)

t=1

donde N es una funcién que transforma un valor booleano en numérico (true =1y
false = 0). El problema (1) es, por lo tanto, un problema de optimizacién booleana
multi-objetivo donde x; = 1 representa que el atributo z; esta seleccionado y x; =0
representa que el atributo x; no estd seleccionado, para todo t = 1,...,w. Esto es
un problema de optimizacion N P-hard donde existen 2, subconjuntos de atributos
candidatos.

NSGA-II

El algoritmo NSGA-II [64] fue creado por K. Deb en 2002 como una mejora del
algoritmo NSGA [236] .NSGA-II es un AEMO que usa una estrategia elitista (p+ \)
(Algoritmo|l]) con 4 = A = N, donde p corresponde al nimero de padres, A se refiere
al nimero de hijos y N es el tamano de la poblacién. NSGA-II utiliza seleccion por
torneo binario (Algoritmo [2)) y una funcién de ranking basada en frentes de Pareto y
crowding (Algoritmo [3|y 4)) El ranking de un individuo en una poblacién es el nivel
de no dominacién (o numero de frente) del individuo en toda la poblacién. A su vez,
los individuos en cada frente son ordenados de acuerdo al nivel de amontonamiento
(crowding) de éstos en su frente. RankCrowding (Algoritmo |3) es una relacion de
orden rank(S,I) y rank(S,J) devuelven el nimero de frente del individuo I y J
respectivamente en un conjunto de individuos S. NSGA-II usa ordenacion rdpida
no dominada [64] para asignar un numero de frente a cada individuo. Compara
cada solucién con el resto de las soluciones y almacena los resultados para evitar
comparaciones duplicadas entre cada par de soluciones. El Algoritmo [l| muestra
una implementacion de NSGA-II en pseudo-cédigo. NSGA-II ha demostrado ser
un algoritmo muy potente y rapido en contextos de optimizacion multi-objetivo de
todo tipo. La mayoria de los investigadores en CEM usan NSGA-II como algoritmo
base para comparar el rendimiento de sus propios algoritmos. Aunque NSGA-II se
desarroll6 en 2002, actualmente sigue siendo un desafio superarlo. Existe una versién

reciente actualizada para problemas de optimizacion many-objective llamada NSGA-
IIT [237].

ENORA
ENORA (Evolutionary NOn-dominated Radial slots based Algorithm) es el algorit-
mo evolutivo multi-objetivo desarrollado por F. Jiménez y G. Sanchez, en el que se
estd trabajando intensamente durante la tltima década. Se ha aplicado ENORA a la
optimizacion restringida de pardmetros reales [238], optimizacién difusa [239], clasi-
ficacién difusa [240], seleccién de atributos para la clasificacion [241,[242], seleccién
de atributos para regresién [63], seleccién de atributos para clasificacién fuzzy [243]
y clasificacién basada en reglas para datos categéricos [244].

La diferencia entre NSGA-II y ENORA esta en como se realiza el ranking de los
individuos en la poblacion. ENORA, el espacio de los objetivos se divide en slots, y

cada individuo pertenece a un slot. El nimero de slot de un individuo I se calcula
de acuerdo con la ecuacién donde d = | "V/N| y h! es f; (I) normalizado en
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Algoritmo 1 NSGA-II /| ENORA

Require: 7' > 1 {Numero de generaciones}
Require: N > 1 {Numero de individuos en la poblacién}

1. P « Initialize Population(N)

2: for I € P do

3: Evaluate(I)

4: end for

5t <0

6: while ¢t <7 do

7 Q — 0

8: 10

9: while i < N do
10: Parentl < BinaryTournamentSelection M OFE A(P)

11: Parent2 < BinaryTournamentSelection M OFEA(P)

12: (Of fspringl, Of fspringl) < EAV ariation(Parentl, Parent2)
13: Evaluate(Of fspringl)

14: Evaluate(Of fspring2)

15: Q «— QU{Of fspringl; Of fspring2}

16: 141+ 2

17: end while

18: R+~ PUQ

19: P < N mejores individuos en R de acuerdo a la relacién de orden

RankCrowding(Slot RankCrowdingen ENORA)
20: t+—t+1
21: end while
22: return Individuos no dominados en la poblacion P

Algoritmo 2 BinaryTournamentSelectionMOA

Require: S {Conjunto de individuos}
1: I « Individuo aleatorio de S
2: J < Individuo aleatorio de S
3: if I es mejor que J in S de acuerdo a la relacién de orden RankCrow-
ding(SlotRankCrowding en ENORA) then
return /
else

return J
end if

[0,1]:
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Algoritmo 3 RankCrowding

Require: S {Conjunto de individuos}

Require: I € S, J € S{Individuos a comparar en S}
L if rank(S,I) < rank(S,J) then
2 return True

3: end if

4: if rank(S,I) > rank(S, J) then
5: return False
6
7
8
9

: end if

. Fr «+ {K € Sjrank(P, K) = rank(P, 1)}

. Fy <+ {K € Slrank(S,K) = rank(S, J)}

: return CrowdingDistance(Fy, 1) > CrowdingDistance(Fy, J)

Algoritmo 4 CrowdingDistance
Require: S {Conjunto de individuos}
Require: [ € S {Individuos en S}
Require: [ {Numero de objetivos}
1: for j=1to1ldo
2 mazx; < mazres{fi(1)}
3 min; < minges{fi(1)}
4 suc;j < Individuo adyacente superior al individuo I en el objetivo J
5: pre; < Individuo adyacente inferior al individuo I en el objetivo J
6
7
8
9

. end for
: for j=1 to 1l do
if f;(I) = max; or f;(I) = min; then
: return oo
10: end if
11: end for
12: CD « 0.0
13: for j=1to 1 do
14: 0D ¢« OD + L)l
15: end for ’ ’
16: return C'D

donde :
/2 if hl=0

7

hi+1 .
arctan( hf ) otherwise
7

El ranking de un individuo de la poblacién es el nivel de no dominacién del individuo
en su slot, es decir, un individuo solo se compara con los individuos que pertenecen a
su slot para calcular su ranking. ENORA también usa los Algoritmos [y [2], excepto
que se aplica la relaciéon de orden SlotRankCrowding (Algoritmo [5)) en lugar de la
relacion de orden RankCrowding.

La razén principal por la que ENORA y NSGA-II se comportan de manera
diferente es la siguiente: NSGA-II nunca selecciona a un individuo dominado por
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Algoritmo 5 SlotRankCrowding
Require: S {Conjunto de individuos}
Require: I € S,J € S {Individuos a comparar en S}

1. Sp« {K € 5| slot(S,K) = slot(S,I)}

2: Sy« {K € S|slot(S,K) = slot(S,J)}

3: if rank(Sr,I) < rank(Sy,J) then

4: return True

5: end if

6: if rank(Sr,I) > rank(S,, J) then

7: return False

8: end if

9: Fy < {K € S| rank(S,K) =rank(S,I)}
10: Fy « {K € S| rank(S,K) = rank(S,J)}
11: return CrowdingDistance(Fy, I) > CrowdingDistance(Fy, J)

otro en el torneo binario, mientras que en ENORA, un individuo dominado por otro
puede ser el ganador del torneo. A titulo de ilustracién, consideremos, sin pérdida de
generalidad, un problema ficticio de optimizacién multiobjetivo con | = 2 objetivos
f1y f2 para la minimizacién. Suponemos que el tamano de la poblacién N = 4.
Entonces, el nimero de slots en ENORA es de d = | V4| = 4. La Figura
muestra la asignacion de ranking de los individuos con NSGA-II y ENORA. En la
Figura [B.3] las lineas discontinuas delimitan el drea dominada por cada individuo,
y las lineas continuas delimitan los slots en ENORA. NSGA-II asigna el rank 1 a
los individuos A y D ya que son individuos no dominados en la poblacién, asigna
el rank 2 al individuo B ya que B esta dominado por el individuo A, y asigna el
rank 3 al individuo C, ya que C estd dominado por el individuo B. Sin embargo,
ENORA asigna el rank 1 al individuo C, ya que éste es el unico individuo en su slot
y, por lo tanto, no hay ningin individuo en su slot que lo domine. Entonces, si los
individuos B y C son seleccionados para el torneo binario con NSGA-II, el individuo
B gana al C porque B domina a C. Por el contrario, el individuo C gana B con
ENORA porque el individuo C tiene un mejor rank en su slot que el individuo B.
De esta manera, ENORA permite que los individuos en cada slot evolucionen hacia
el frente de Pareto incluso si estos individuos estan muy alejados, mejorando asi la
diversidad. Este enfoque genera un mejor hipervolumen que NSGA-II durante el
proceso evolutivo.

El resto de caracteristicas de ENORA para seleccién de atributos son las siguien-
tes:

Representacion binaria de longitud fija.

Inicializacién aleatoria uniforme.

Seleccién por torneo binario.

Operadores de variacion auto-adaptativos: cruce uniforme y mutacién flip de
un bit.
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NSGA-II ENORA

fo
f2

i N1

Figura 3.3: Asignacion de ranking de individuos en NSGA-II vs. ENORA.

Métrica ACC

Se utiliza ACC como método para evaluar la precision del modelo, debido a que nos
permite determinar la relacion binaria entre las magnitudes de predicciones correctas
contra el nimero total de predicciones. La matrica ACC se calcula conforme a la

ecuacion B.4k
TP +TN

~ TP+ FP+TN+FN
donde TP, TN, FP,y FN representan: true positive, true negative, false positive
y false negative, respectivamente.

ACC

(3.4)

Con la aplicacion de la seleccién de atributos son generadas 5 bases de datos
adicionales para su analisis:

1. euronews_preprocessed-StringToWord Vector-Kmeans2-MOES-NBM-ACC.arff
2. euronews_preprocessed-StringToWordVector-Kmeans3-MOES-NBM-ACC.arff
3. euronews_preprocessed-StringToWord Vector-EM2-MOES-NBM-ACC.arff
4. euronews_preprocessed-StringToWord Vector-EM3-MOES-NBM-ACC.arff

5. euronews_preprocessed-StringToWord Vector-EM9-MOES-NBM-ACC.arff

3.4. Clasificacion

Una de las aplicaciones més comunes del aprendizaje automatico es la clasificacién
de datos. En esencia, la clasificacion de datos investiga las relaciones entre variables
de caracteristicas. Los métodos de clasificacion se han utilizado en una amplia ga-
ma de aplicaciones como fue descrito en el capitulo anterior de esta tesis Doctoral.
Usando métodos de clasificacién, los datos son clasificados segin sus caracteristicas
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especificas. A partir de este modelo se pueden comprender los datos y predecir su
comportamiento. En los métodos de clasificacién, los datos dentro de cada clase tie-
nen caracteristicas similares y comunes, donde las caracteristicas se encuentran con
mayor frecuencia entre las categorias [245].

NaiveBayesMultinomial

Como ha sido descrito en el capitulo anterior, esta técnica es utilizada para evaluar
un conjunto de atributos a través de un esquema de aprendizaje el cual emplea vali-
dacién cruzada para estimar la precision del esquema de aprendizaje en un conjunto
de atributos. Naive Bayes Multinomial se basa en la aplicacién del teorema de Ba-
yes para predecir la probabilidad condicional de que un atributo pertenezca a una
instancia determinada.

Hemos decidido utilizar este algoritmo por ser un método de aprendizaje super-
visado enfocado en casos de clasificacién de texto. Este método sigue el principio
de distribucién multinomial en probabilidad condicional [246]. Aunque se utilizan
distribuciones multinomiales, este algoritmo se puede aplicar a casos de texto convir-
tiéndolo a una forma nominal que se puede calcular con un valor entero. El calculo
de probabilidad se describe en la ecuacion

P(cd) < P(c) [ Ptlo) (3.5)

1§k§nd

donde: P (tx|c) es la probabilidad condicional de que la palabra tk aparezca en el
documento con clase ¢. En la ecuacién P (tx|c) es la probabiliad de verosimilitud tk en
la clase c. Mientras que P (c) es la probabilidad a priori del documento apareciendo
en la clase c¢. Para la determinacién de la clase se comparan los resultados de la
probabilidad obtenidos entonces la clase con la probabilidad mas grande es la clase
elegida como resultado predicho. La férmula de probabilidad a priori se puede ver
en la ecuacion B.6t

Ple) = % (3.6)

N, es la suma de la categoria c, mientras que N es la suma de todas las categorias.
La formula de la probabiliad de verosimilitud puede verse en [3.7}

Tie

P (tk|c) =
Zt/ev ctr!

(3.7)

T;. es el nimero de ocurrencias de la palabra ¢ en el documento siendo de la cla-
se ¢,y Y pey Tew! €s el niimero total de ocurrencias de todas las palabras en la clase c.

C4.5
Se ha decidido utilizar el algoritmo de arbol de decisiéon debido a que es uno de los
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métodos de aprendizaje més exitosos, a consecuencia de su simplicidad, compren-
sibilidad, ausencia de pardmetros y la capacidad de poder manejar datos de tipo
mixto. El arbol de decisiones se induce a partir de un conjunto de instancias de
entrenamiento etiquetadas, representado por una tupla de valores de atributo y una
etiqueta de clase.

Debido al amplio espacio de bisqueda, el aprendizaje del arbol de decisiones es
un proceso de arriba hacia abajo y recursivo, que comienza con todos los datos de
entrenamiento y un arbol vacio. Donde el atributo que mejor divida los datos de
entrenamiento es elegido como tributo raiz y los datos de entrenamiento se dividen
en subconjuntos disjuntos que satisfacen los valores del atributo de divisiéon. Para
cada subconjunto, el algoritmo procede de forma recursiva hasta que todas las ins-
tancias de un subconjunto pertenecen a la misma clase. Por lo general, los arboles
producidos por C4.5 [247] son pequenos y precisos, lo que resulta en clasificadores
fiables. Estas propiedades hacen de los arboles de decisién una herramienta valiosa
y popular para clasificacion. La utilidad de los arboles de decision esta ampliamente
aceptada por los investigadores, debido a que el aprendizaje del arbol de decisiones
funciona. Por ejemplo, el aprendizaje del arbol de decisiones supera a Naive Bayes
en conjuntos de datos mas grandes, mientras que Bayes funciona mejor en conjuntos
de datos mas pequenos. Un problema muy interesante es el de overfitting.

Un &rbol de decisiones que clasifique correctamente todos los ejemplos en un
conjunto de entrenamiento podria no ser un clasificador tan bueno como un arbol
mas pequeno que no se ajusta a todos los datos de entrenamiento. Con el fin de
evitar este problema, la mayoria de los algoritmos de arboles de decisiéon emplean
un método de “parada”, que significa que hacen crecer un arbol grande y luego eli-
minan una parte de él. El método es detener el crecimiento del arbol una vez que el
conjunto de entrenamiento se ha subdividido lo suficiente. Utilizando un criterio de
“parada” [247] ha experimentado con criterios de detencién en el pasado y, de hecho,
algunas versiones de ID3 utilizaron este enfoque para evitar el sobreajuste. Pero él
explica aqui que los resultados fueron desiguales, por lo que ha adoptado el enfoque
de poda para C4.5. utilizando un criterio de "parada”. El método de poda de C4.5
se basa en estimar la tasa de error de cada subarbol, y reemplazar el subarbol con
un nodo hoja si el error estimado de la hoja es menor. La idea es la siguiente: supo-
niendo que se puede estimar la tasa de error de cualquier nodo, incluidos los nodos
de las hojas. Comenzando en la parte inferior del arbol, si las estimaciones indican
que el arbol serd mas preciso cuando los hijos del nodo n se eliminen y n sea un nodo
hoja, entonces C4.5 eliminard los hijos de n. Si las estimaciones fueran perfectas,
esto siempre conduciria a un mejor arbol de decisiones. En la practica, aunque estas
estimaciones son muy bastas, el método a menudo funciona bastante bien.

Random Forest

Es seleccionado este algoritmo debido a que utiliza multiples combinaciones de arbo-
les de decision para predecir con precision datos de prueba. El clasificador de Ran-
dom Forest supera el problema de sobreajuste de los arboles de decision mediante la
construccién de multiples arboles de decision. Los arboles resultantes varian porque
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cada arbol esta construido con datos aleatorios y caracteristicas aleatorias, ademas
de que este algoritmo es ampliamente recomendado por su eficiencia en conjuntos
de datos grandes.

SVM

SVM es ampliamente utilizada en problemas de clasificacién, ya que produce una
correccién notable con menos potencia de calculo.

Dados los datos de entrenamiento etiquetados, el algoritmo genera el mejor hiper-
plano que clasificé nuevos ejemplos. En el espacio bidimensional, este hiperplano es
una linea que divide un plano en dos partes donde cada clase se encuentra a cada
lado. La intencién del algoritmo SVM es encontrar un hiperplano en un espacio N
dimensional que clasifique por separado los puntos de datos. Es un método muy 1til
si no tenemos mucha idea sobre los datos. Se puede usar para datos que no se distri-
buyen regularmente y tienen una distribucion desconocida. Algo muy importante en
tener en cuenta referente a SVM es que puede manejar datos de alta dimension y esto
demuestra ser de gran ayuda teniendo en cuenta su uso y aplicacion en el campo del
aprendizaje automatico. En comparacién con otros clasificadores tiene una mayor
complejidad computacional e incluso si la cantidad de ejemplos positivos y negati-
vos no es la misma, se puede usar SVM ya que tiene la capacidad de normalizar los
datos o proyectarlos en el espacio de la frontera de decision que separa las dos clases.

ZeroR

Es el procedimiento de referencia para los algoritmos de clasificacién cuyo resultado
es simplemente la clasificacién que ocurre con mayor frecuencia en un conjunto de
datos. Si el 70 % de los elementos de datos tienen esa clasificacién, ZeroR supondria
que todos los elementos de datos la tienen y tendria razén el 70 % de las veces.
Representa un punto de referencia simple y efectivo: si un algoritmo predice correc-
tamente las clasificaciones con menos frecuencia que ZeroR, obviamente no tiene
valor para el dominio en cuestion.

Para los problemas de clasificacion, la unica regla es predecir el valor de clase
que es mas comun en el conjunto de datos de entrenamiento. Esto significa que, si
un conjunto de datos de entrenamiento tiene 90 instancias de clase “1” ademas 10
instancias de clase “2”, predecird “1”, con lo cual logrard una precision de referencia
de 90/100 o 90 %.

Logistic regression

El clasificador de regresion logistica es una técnica de clasificacion muy popular y
ampliamente utilizada. Esto debido a lo simple y facil de implementar, ademas de
proporcionar un buen rendimiento en una amplia variedad de problemas, como la
predicciéon de correos no deseados. La regresion logistica también es mejor para pre-
decir la probabilidad discreta donde la salida de la probabilidad ya sea “si”, “no”,
ganar o perder. La regresién logistica es facil de ejecutar y brinda una excelente

ejecucion en una amplia variedad de temas [24§].



Capitulo 4

Experimentos y resultados

4.1. Introducciéon

En esta tesis doctoral son utilizados dos conjuntos de datos textuales diferentes
para su analisis, el primero es smsSpamCollection del Repositorio UCI de Machi-
ne Learning (aprendizaje supervisado), smsSpamCollection es un conjunto de datos
publico conformado de mensajes SMS que han sido recopilados para la investiga-
cién de correos no deseados en teléfonos moéviles, compuesto de 5574 instancias y
2 atributos [249]. El segundo conjunto de datos utilizado es conformado para esta
investigacion y tiene como finalidad obtener un conjunto de datos textual lo suficien-
temente extenso para la utilizacion de técnicas de Big Data y de Machine Learning,
el cual es extraido de la pagina web de noticias Euronews. La estructura del repo-
sitorio de noticias puede verse en la figura 4.1} El conjunto de datos generado esta
compuesto por 104.434 instancias y 20 atributos.

Titulo |

Subtitulo J

Afio == Mes - Dia == Noticia

Fecha |

Categoria |

Figura 4.1: Estructura del repositorio de noticias Euronews.

La descarga de los datos se realiza utilizando la herramienta de software libre
GNU Wget que permite descargar archivos mediante HT'TP, HTTPS, FTP y FTPS,
los protocolos de internet mas utilizados. Es una herramienta de linea de comandos
no interactiva, que puede ser ejecutada facilmente desde scripts.

Para localizar y extraer cadenas de texto especificas, que permitan la depuracion
del conjunto de datos, es utilizado GNU Grep, el cual es una herramienta de soft-
ware libre que permite buscar en uno o mas archivos aquellas cadenas de texto que
coincidan con un patrén especifico de busqueda.

73
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Con el objetivo de reformatear los datos extraidos se utiliza la herramienta de
software libre GNU Sed, aplicada comtinmente para filtrar texto, es decir, toma una
entrada de texto, realiza alguna operaciéon (o un conjunto de operaciones) en él y
genera el texto modificado, sirve ademds para extraer partes de un archivo usando
patrones de coincidencia o sustituyendo multiples ocurrencias de una cadena de tex-
to en un archivo (GNU Operating System, 2020).

En resumen el proceso de generar el conjunto de datos euronews consistié de los
siguientes pasos:

1. Descarga del directorio de noticias de cada ano.

2. Extraccion de los enlaces que hacen referencia a los meses.

3. Descarga de las noticias correspondiente a cada mes.

4. Consolidacién de las noticias por ano.

5. Integracion de todas las noticias en un solo conjunto de datos.
6. Formateo de data set.

7. Finalmente se genera el archivo euronews.arff compuesto por 104.434 instancias
y 20 atributos.

El cédigo principal del script puede verse en el anexo A.

Preprocesamiento: Uno de los aspectos a tener en cuenta es que si un atributo
tiene el mismo valor para todas las instancias en el conjunto de datos no proporciona
ninguna informacién adicional y, por lo tanto, se puede considerar intutil, de manera
que en este paso del preprocesamiento seran removidos de nuestro conjunto de datos
(Remove useless). Cuantos méas datos de entrenamiento, mayor serd la tasa de éxito
de los clasificadores.

4.2. Experimento 1

Este experimento consiste en:

1. Clasificacién con la base de datos resultante (smsSpamCollectionRemoveUse-
less) utilizando los clasificadores:

» Stochastic gradient descent Text (SGDtext).

» NaiveBayesMultinomial para datos textuales.

2. Test estadisticos: en 10—fold cross-validation (30 iteraciones) en las métricas:

s ACC.
= AUC.
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4.3.

= Tiempo de entrenamiento.

s Tamano del modelo.

’ Data set ‘ SGDText ‘ NBMText ‘
’ msSpamCollectionRe— moveUseless ‘ 98.36 ‘ 98.43 ‘

Tabla 4.1: Percent correct.

Experimento 2

Este experimento consiste en:

1.

Tokenizar, mediante este proceso se corta el texto de entrada (palabras/tokens)
manteniendo la secuencia y descartando simultaneamente caracteres especifi-
COS.

. Seleccién de atributos:

» Search: BestFirst
Evaluador: CfsSubsetEval (BF—CFS).

Data set resultante:
smsSpamCollection—SToW Vector—BF—-CGS.

s Search: MultiObjectiveEvolutionarySearch (ENORA, generations 10000,
population size 100, reportFrecuency 10000).
Evaluador: WrapperSubsetEval.
Clasificador: trees/RandomForest.
EvaluationMeasure: Default accuracy.

Data set resultante:
smsSpamCollection—SToW Vector—MOES—RF—-ACC.

» Search: PSOSearch (generations 10000, population size 100, reportFre-
cuency 10000).
Evaluador: WrapperSubsetEval.
Clasificador trees/J48.
EvaluationMeasure: Default accuracy..
Data set resultante:

smsSpamCollection—SToW Vector—PSO—J48—ACC.

» Search: Ranker (numToSelect 10).
Evaluador: InfoGainAttributeEval.
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Data set resultante:

smsSpamCollection—SToW Vector—RANKER—-INFOGAIN.

Search: MultiObjectiveEvolutionarySearch (ENORA, generations 10000,
population size 100, reportFrecuency 10000).

Evaluador: WrapperSubsetEval.

Clasificador:NaiveBayesM Ultinomial.

EvaluationMeasure: Default accuracy.

Data set resultante:
smsSpamCollection—SToW Vector—-MOES—NBM—ACC.

Test estadisticos: en 10—fold cross-validation (30 iteraciones) en las métri-
cas:

e ACC
o AUC
e Tamarno del modelo.

Para los conjuntos de datos:

smsSpamCollection—SToW Vector
smsSpamCollection—SToW Vector—BF—-CGS
smsSpamCollection—SToW Vector—-MOES—RF—-ACC
smsSpamCollection—SToWVector—RANKER—-INFOGAIN
smsSpamCollection—SToW Vector—PSO—J48—ACC
smsSpamCollection—SToW Vector—-MOES—NBM—-ACC

Algoritmos de aprendizaje utilizados:

J48.

Random Forest.
Logistic.
LibSVM.
MLPClassifier.
ZeroR.

NaiveBayesMultinomial.

Los resultados obtenidos de este experimento pueden verse en la Tabla
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| Algoritmo | (4)SmsSpam | (1)SmsS| (2)SmsS | (3)SmsS |
trees.J48 —C 0.25 —M 2 (30) 96.15 93.95% | 95.94 96.06

functions.Logistic —R 1 (30) 98.39 93.89* | 97.54* | 95.48*

functions. MLPClassifier (30) 98.38 94.04* | 97.27% | 98.27

bayes.NaiveBayesMultinomi (30) 99.32 92.90* | 97.20* | 98.61*

Tabla 4.2: Percent correct.

4.4. Experimento 3

Con el conjunto de datos generado en la fase de Preprocesamiento de
Euronews (euronews_Preprocessed_StringToWordVector).

= Missing values

s Remove use less

1. Clustering con K-means con 2 y 3 clases:
data set resultantes:
= euronews_preprocessedStringToWord VectorNew—Kmeans2
= euronews_preprocessed_StringToWordVectorNew—Kmeans3
2. Clustering con EM con 2 y 3 clases, y otra con biisqueda automatica del nimero
de clisteres
= euronews_preprocessedStringToWord VectorNew—EM?2
= euronews_preprocessedStringToWord VectorNew—EM3
= euronews_preprocessedStringToWordVectorNew —EM—1

3. Para cada conjunto de datos anterior:
Feature selection con:

» Search: MultiObjectiveEvolutionarySearch (ENORA, generations 10000,
population size 100, reportFrecuency 10000).
Evaluador: WrapperSubsetEval.
Clasificador:NaiveBayesM Ultinomial.
EvaluationMeasure: Default accuracy.

Data sets resultantes:

= euronews_preprocessed —StringToWord Vector—Kmeans2—
MOES—NBM—-ACC
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= curonews_preprocessed —StringToWord Vector—Kmeans3—

MOES—NBM—-ACC

= euronews_preprocessed —StringToWordVector—EM2—-MOES—
NBM—-ACC

s euronews_preprocessed —StringToWordVector—EM3—MOES—
NBM—-ACC

s curonews_preprocessed—StringToWordVector—EM9—MOES—
NBM—-ACC

Resultados del experimento 3

Mediante la realizacién del experimento 3 se completan 10 data sets producto de la
aplicacién de los algoritmos anteriormente descritos ver Tabla [4.3]

Para realizar la evaluacion de los conjuntos de datos generados son aplicados los
siguientes métodos de evaluacion:

» Perfom test utilizando como base al data set niimero (6) euronews_preprocessed —Strin—
gToWordVector—Kmeans2— MOES—NBM—ACC ver Tabla [1.4]

» Perform test utilizando Weighted avg_area_under ROC ver Tabla
s Perform test using Comparison field: Serialized ModelSizever Tabla [4.6

» Finalmente se realiza Ranking test en los 10 conjuntos de datos ver Tabla [4.7]
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| Numero | Data set

1 euronews_preprocessedStringToWord VectorNew —Kmeans2

euronews_preprocessedStringToWordVectorNew—EM?2

euronews_preprocessedStringToWordVectorNew—EM—1

7 euronews_preprocessed —String ToWord Vector —Kmeans3—
MOES—NBM—-ACC

9 euronews_preprocessed —StringToWord Vector—EM3—
MOES — NBM—-ACC

Tabla 4.3: Conjuntos de datos resultantes.

Data NBM | J48 RF LibSVM | MLP ZeroR | Logistic
set/Algoritmo Classifier
6 1.00 |99.99 |99.99 | 99.99 99.95 84.27 | 99.99

S 00 (100 100 0.9 1099 050 | 100* |

0 s 167 | 69.27 | 76.29% | 64.98° | 79.88° | 35.79% | 88.39" |

Tabla 4.4: Perfom test utilizando al data set nimero 6 como base.
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Data NBM | J48 RF LibSVM | MLP ZeroR | Logistic
set/Algoritmo Classifier
6 1.00 | 1.00 1.00 1.00 1.00 0.50 1.00

S 00t 100 [ 100% [099F 099 050 | 100* |

T 00 083 | 0.92¢ 1078 091 050 | 0.97F

Tabla 4.5: Perfom test utilizando Weighted_avg_area_under ROC.
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A00°09SG2T | A00°0€6 [A00FITIFT [A00L¥SEFIT | ACL'0689ZFCS | A09'T6T8GE | A0026L0G | 6
AQO'ELOTE | A00°0€6 | AOOLTTTY | AOOFEV00C | AE6'681GL9G | ACT'F6LYT | A00T¥TEI | L |

AQ0'L6G0ST | A00°0€6 [A00'STL60T [A0S'67GTIZE | A0T TOTSTIES | AS6'S0889F | A00TFFFL | ¥ |
AQ0LTOTST | A00°0E6 [A00'TTTOTT [AOS'GRLETET | AOT'SGSLLETT | ALV'60SLS | A00GZSPL | @ |

00°8¥¥C1 00968 | 00°F79¥<T L9¥0¢0T €L’ 6Vc8Y 00°T€EVY | 00FELC 9
IoyIsse[) ounLI0s[y /198
O1SIS0] qo7z dTIN INASIYT dd 8Vl INAN ered

Tabla 4.6: Perform test utilizando Comparison field: Serialized_Model_Size.
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| Data set | Wins | Losses |

Tabla 4.7: Ranking test for data sets.



Capitulo 5

Analisis de los resultados

A continuacion, se analizan los principales resultados obtenidos en la investigacién
realizada en esta Tesis Doctoral. Para ello, en primer lugar, se detallaran los resul-
tados de cada uno de los experimentos realizados descritos en el capitulo anterior.
En segundo lugar, se describe la interpretacién semantica de las clasificaciones obte-
nidas. Finalmente, se evalia la metodologia obtenida como sistema de recuperacion
de informacién.

5.1. Resultados experimentales

De la clasificacién realizada en el Experimento 1, como puede verse en la Tabla [4.1]
mediante el uso de los algoritmos SGDtext y NaiveBayesMultinomial para datos
textuales, se obtuvo que el porcentaje de aciertos para el algoritmo SGText es de
98.36 mientras que utilizando el algoritmo NaiveBayesMultinomial es de 98.46. Am-
bos resultados son muy similares sin que exista diferencia estadistica entre ellos.

Por su parte, de los resultados obtenidos en el Experimento 2, como se refleja en la
Tabla [£.2] se desprende que haciendo SToWVector junto con feature selection me-
diante el wrapper MOES (estrategia de busqueda) y NaiveBayesMultinomial (eva-
luador) con ACC (métrica), se obtienen mejores resultados con el clasificador Nai-
veBayesMultinomial que con:

1. otros métodos de feature selection (BestFirst + Correlation Feature Selection
y Ranker + Information Gain), evaluados con los clasificadores J48, Randon
Forest, Logistic, LibSVM, MLPClassifier, NaiveBayesMultinomial y ZeroR

2. los clasificadores de texto SGDText y NaiveBayesMultinomial Text.

Por 1ltimo, en cuanto al Experimento 3, tal como queda patente en las Tablas
y A4l Para el conjunto de datos de Euronews, el modelo con los mejores resulta-
dos fue (euronews_ preprocessed —String ToWord Vec—tor—Kmeans2— MOES—NBM—ACC)
con 2 clisteres y 5 atributos, de manera que cuando se utiliza stringToWord Vector y
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se realiza clustering con el algoritmo K-means y Feature selection MultiObjectiveE-
volutionarySearch (tamano de la poblacién 100, generaciones 10000, reportfrecuency
10000, algoritmo ENORA) y WrapperSubsetEval (NaiveBayesMultinomial con los
pardmetros por defecto y accuracy como métrica) se obtiene el mejor modelo con
un 100 % de probabilidad de acierto.

5.2. Interpretacién semantica

Luego de haber evaluado e identificado el mejor data set (euronews_
preprocessed —String ToWord Vector—Kmeans2— MOES—NBM—ACC ) se realiza la
interpretacion seméatica siguiendo los siguientes pasos:

1. Validacion del clustering extrayendo una muestra aleatoria de 100 instancias.

http <=0 clusterl (8584.0)
http = 0: cluster? (1604.0/1.0)

MNumber of Leaves © 2
Sizeof thetree: 3

Correctly Clazsified Instances 10187 99,9902 %
Incorrectly Classified Instances 1 0.0098 %

Figura 5.1: Resultados con el data set euronews.

@
o ELOSTER 2
CLUSTER 1
m
‘.’ti o
ooi.."'“

Figura 5.2: Resultado grafico de clisteres con el data set Furonews.
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e Exfraccionde
palabras

o Eliminacion
de StopWords

{Step 3}

s Agruparpalabras

Lemmatization segun su significado

(SteP 4) + |dertificaddn de

Named Entity [EHaitispel
Recognition

Figura 5.3: Pasos del analisis PNL.

2. Se aplican técnicas de procesamiento del lenguaje natural para realizar la in-
terpretacion seméntica del conjunto de datos, ver figura |5

Drinking, very, beverages, , probably, , causes, cancer, , scientists, have, claimed, ., , 7, world, news, newsamericabrazil,
Brazil, Australia, s, Tyler, won, the, women, s, season, -, long, this, week, following, a, second, placed, finish, at, Roxy, Pro,
France, ., newsasiasyria, Syria, insiders, world, news, UN, Security, Council, members, discuss, Iran, Behind, closed, doors,
, Iran, s, nuclear, programme, is, being, discussed, today, by, the, five, permanent, of, Council, ., They, aim, to, work, out, ,
?, World, newseuroperussia, Russia, Mexico, s, Caravan, For, has, reached, the, country, s, most, dangerous, city, , Ciudad,
Juarez, ., World, newsamericamexico, Mexico, newsasiaphilippines, A, German, court, has, rejected, an, attempt, by, to, stop,
a, controversial, biography, of, the, former, Chancellor, from, being, published, ., Germany, newsasiasyria, Syria, insiders,
The, party, the, PVV, (, The, People, s, Freedom, Party, ), , led, by, Geert, Wilders, , has, polledM, -, BM-, 17 %, coming,
second, European, , 7, 7, Europe, brussels, bureau, Jerusalem, :, a, major, obstacle, to, peace, , During, its, long, and, often,
brutal, history, , control, of, the, city, Jerusalem, has, changed, many, times, ., Its, religious, significance, remains, key, , ?,
World, newsamericaguatemala, Guatemala, David, Cameron, the, Conservatives, Blair, He, may, be, just, 39, years, old, ,
but, his, supporters, say, he, is, man, to, take, driving, seat, of, a, Conservative, party, looking, for, new, way, forward, , 7,
7, World, newseuroperussia, The, end, of, the, summer, tourist, season, saw, number, people, registering, as, unemployed,

shoot, up, by, a

Tabla 5.1: Paso 1 Tokenizacién.

En la Tabla|5.1|se presenta una muestra del proceso de tokenizacién realizado, donde
se separan 2197 palabras.
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Drinking, beverages, probably, causes, cancer, scientists, claimed, world, news, newsamericabrazil, Brazil, Australia, s, Tyler,
won, women, s, season, long, week, following, second, placed, finish, Roxy, Pro, France, ., newsasiasyria, Syria, insiders, world,
news, UN, Security, Council, members, discuss, Iran, closed, doors, Iran, s, nuclear, programme, discussed, today, permanent,
Council, ., aim, work, World, newseuroperussia, Russia, Mexico, s, Caravan, reached, country, s, dangerous, city, Ciudad,
Juarez, World, newsamericamexico, Mexico, newsasiaphilippines, German, court, rejected, attempt, stop, controversial, bio-
graphy, Chancellor, published, ., Germany, newsasiasyria, Syria, insiders, party, PVV, ( People, s, Freedom, Party, ),led,
Geert, Wilders, polledM, BM, 17 %, coming, second, European, Europe, brussels, bureau, Jerusalem, major, obstacle, peace,
long, brutal, history, control, city, Jerusalem, changed, times, religious, significance, remains, key, , World, newsamerica-
guatemala, Guatemala, David, Cameron, Conservatives, Blair, 39, years, old, , supporters, man, driving, seat, Conservative,
party, looking, new, way, forward, World, newseuroperussia, end, summer, tourist, season, saw, number, people, registering,
unemployed, shoot, expected, 96, Business, economy, newseuropespain, bomb, blast, Madrid, Saturday, claimed, casualties,
dealt, bitter, blow, city, s, hopes, hosting, 2012, Olympics, World, newseuroperussia, Russia, Niemeyer, icon, architecture,
dies, legendary, Oscar, Niemeyer, died, , shy, 105th, birthday, days, life, Brazilian, architect, designed, committee, drafting,

Iraq, s, new, decided, time, ruled, delay, afer, President, Jalal, Talabani, World, newseuroperussia, Russia, newsasiasyria,

France, s, proved, strong, opponents, Wujiang, Athlete, secure

Tabla 5.2: Paso 2 Remocion de stop words.

Con la aplicacién del paso 2, ver Tabla|5.2|han sido removidas un 33 % de las palabras
obtenidas del paso anterior, por no aportar significado al conjunto de datos.



5.2. INTERPRETACION SEMANTICA 87

(Drinking, ’drink’, "VERB’), (beverages, 'beverage’, 'NOUN’), ( , ’ ’, 'SPACE’), (probably, ’probably’, "ADV’), ( , ’ ’,
’SPACE’), (causes, ’cause’, 'NOUN"), (cancer, ’cancer’, 'NOUN"), (scientists, ’scientist’, 'NOUN"), (claimed, ’claim’, "VERB’),
(., ’.’, ']PUNCT"), (world, ’world’, 'NOUN’), (news, 'news’, 'NOUN’), (newsamericabrazil, 'newsamericabrazil’, 'PROPN’),
(Brazil, 'Brazil’, 'PROPN’), (Australia, 'Australia’, "PROPN’), (s, ’s’, 'PART’), (Tyler, 'Tyler’, 'PROPN’), (won, ’win’,
"VERB’), (women, 'woman’, 'NOUN’), (s, ’s’, 'PART’), (season, ’season’, 'NOUN’), (long, ’long’, ’ADV’), (week, ’'week’,
"’NOUN’), (following, ’follow’, "VERB’), (second, ’second’, ’ADJ’), (placed, ’'placed’, ’ADJ’), (finish, ’finish’, 'NOUN’), (Roxy,
’Roxy’, 'PROPN’), (Pro, 'Pro’, 'PROPN’), (France, 'France’, 'PROPN’), (., ’.”, 'PUNCT’), (newsasiasyria, 'newsasiasyria’,
"PROPN’), (Syria, 'Syria’, 'PROPN”’), (insiders, ’insider’, "VERB’), (world, 'world’, 'NOUN”), (news, 'news’, 'NOUN’), (UN,
'UN’, 'PROPN’), (Security, ’Security’, 'PROPN’), (Council, ’Council’, ’PROPN’), (members, 'member’, 'NOUN’), (discuss,
’discuss’, 'VERB’), (Iran, ’Iran’, 'PROPN’), (closed, ’closed’, ’ADJ’), (doors, ’door’, 'NOUN’), (Iran, ’Iran’, 'PROPN’),
(s, ’s’, "PART’), (nuclear, ’nuclear’, ’ADJ’), (programme, ’programme’, 'NOUN’), (discussed, ’discuss’, "VERB’), (today,
today’, 'NOUN’), (permanent, ’permanent’, ’ADJ’), (Council, ’Council’, ’'PROPN’), (., ’.’, 'PUNCT’), (aim, ’aim’, "VERB’),
(work, 'work’, "VERB’), (, ' ’, 'SPACE’), (World, 'World’, 'PROPN’), (newseuroperussia, 'newseuroperussia’, 'PROPN’),
(Russia, 'Russia’, "PROPN’), (Mexico, ’Mexico’, 'PROPN’), (s, ’s’, 'PART’), (Caravan, 'Caravan’, 'PROPN’), (reached,
reach’, "VERB’), (country, ’country’, '’NOUN’), (dangerous, ’dangerous’, ’ADJ’), (city, ’city’, 'NOUN’), (Ciudad, ’Ciudad’,
"PROPN’), (Juarez, ’Juarez’, 'PROPN’),

Tabla 5.3: Paso 3 Lematizacion.

Lorrys orG  registration cancelled aweek pate before fatal bus crashin @ Russi GPE At least 18 carpiwaL  people have been Killed near

Moscow GPE . | European MorP | finished up forthe  third ormwaL  straight session hitting a  two-week pate  high Big screen premieres: The
Host and Trance In HostFinally they have something smile about: the children armong 500 migrants euaNTITY  who landed at | Sicilian HORP | port of

Empedocle orG |last Sunday pare . | British werP supermarket chain has posted  guarterly pate  that was towards the bottom end of forecasts
dueto recentfall pATE infood price. | GEFMan HORP | photographer | HelmUE Rewton PERSOM was known for his risque and provocative work A huge
shook parts of on  Saturday pDaTE May 244t Cebitlsabelle Huppert orG s in Cannes to promote her new film In Country which was directed and
written by - Hong Sangsoo 6Pe . She plays a trio of The secular party of President | Moncef Marzouki PERSON | has withdrawn its  three CARDINAL
ministers from the | Islamist MORP | led government. The Presicent of |~ Nicos Anastasiades or6 is  today DATE seek an 11-th hour prevent the country
s financial collapse.  Gibraltar orG  has criticised | Spanish worP | police who sent divers to inspect an artificial reef in waters claimed by the | British
HORP | territory. Divers measured Robots of all shapes and uses were on show at — Japan s International Robot Exhibition Fac . The focus was industrial
robots hut electronic pets.A | Ukrainian worRP  checkpoint has been set up near inthe  Kherson GPE  region south of country. Troops arrived after
unconfirmed reports an.Industrial tension in against a hackground of chronically high unemployment came to head the | Basgue HorRP  country with forced

gviction FOMYith & on refugee crisis

Figura 5.4: Paso 4 Reconocimiento de entidades.
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A continuacién se presenta el diccionario de conceptos generados a partir de la
interpretacion de las relaciones entre las instancias analizadas. Ver Tabla 5.4.

[[CONCEPTO [ ATRIBUTOS [RANGO |

GEOPOLITICAL GEOPOLITICAL {EU, G20, G77, MEC, REST OF
CONGLOMERATE | AREA THE WORLD}

REST OF THE | GEOPOLITICAL {REST OF THE WORLD}
WORLD AREA

EUROPEAN UNION | GEOPOLITICAL {FRANCE, GERMANY, ITALY,
(EU) AREA SPAIN, UNITED KINGDOM,
AUSTRIA, BELGIUM}

NON-EU, G20 | GEOPOLITICAL {AUSTRALIA, BRASIL, CANA-

COUNTRIES AREA DA, CHINA, JAPAN, SOUTH
KOREA, MEXICO, RUSIA,
USA}

MIDDLE EAST | GEOPOLITICAL {PALESTINA, IRAN, IRAK, IS-
COUNTRIES (MEC) | AREA RAEL, SYRIA, YEMEN}
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[[CONCEPTO [ ATRIBUTOS [RANGO
GERMANY GEOPOLITICAL {GERMANY}
AREA
SPAIN GEOPOLITICAL {SPAIN}
AREA

AUSTRIA GEOPOLITICAL {AUSTRIA}
AREA

AUSTRIA GEOPOLITICAL {AUSTRIA}
AREA

CANADA GEOPOLITICAL {CANADA}
AREA

GEOPOLITICAL {JAPON}
AREA

GEOPOLITICAL {RUSIA}
AREA

GEOPOLITICAL

AREA
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[[CONCEPTO [ ATRIBUTOS [RANGO

COLOMBIA GEOPOLITICAL {COLOMBIA}
AREA

HONDURAS GEOPOLITICAL {HONDURAS}
AREA

PERU GEOPOLITICAL {PERU}
AREA

AFGANISTAN GEOPOLITICAL {AFGANISTAN}
AREA

GEOPOLITICAL {MALI}
AREA

THAILAND GEOPOLITICAL {THAILAND}
AREA

IRAN GEOPOLITICAL {IRAN}
AREA

ISRAEL GEOPOLITICAL {ISRAEL}
AREA

GEOPOLITICAL {YEMEN}
AREA

Tabla 5.4: Diccionario de conceptos.
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5.3. Evaluacion como sistema de recuperacion

Para realizar la evaluacién como sistema de recuperacién de informacion, se utilizo
una muestra aleatoria de 100 noticias clasificadas con el modelo propuesto. En este
sentido, se trata de saber si los resultados obtenidos por el modelo propuesto en esta
investigacion se aproxima a lo que deberia dar como resultado si la clasificacion la
realizara un humano. Para ello se conformé una matriz de confusién. Donde TP, T'N,
F P,y FN representan: true positive, true negative, false positive y false negative,
respectivamente. Quedando esctruturada de la forma siguiente:

UE-G20-G77-MEC

Tabla 5.5: Matriz de confusién.

UE-G20-G77-MEC

Tabla 5.6: Matriz de confusion resultado.

Mediante los resultados obtenidos en nuestra matriz de confusién, podemos evaluar
el modelo propuesto a través de los parametros estandar (precision, recall, accuracy
y F-measure).

TP 79 79
reCision = s = e 1 0,9753 (5.1)

TP 79 79
I — _ _ Y 2
Recall = 7N 7941 80 %7 (5:2)
P 1
Fmeasure = 2acP +RR = 2m(1): 3238 = 220,4906 = 0, 9812 (5.3)
TP+ TN 1
Accuracy = i o+ 18 _ 9T 0,97  (5.4)

TP+ FP+TN+FN T79+2+18+1 100

Al estar la muestra desbalanceada, la métrica que nos permite tener un valor mas
objetivo es F-measure. Teniendo en cuenta que un clasificador con un valor de F-
measure = 1 es perfecto, nuestro modelo con un valor de F-measure = 0,9812 es
de alta precisién destacando la poca ocurrencia tanto de FN como de FP (noticias
incorrectamente clasificadas).
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Figura 5.5: Representacion de relaciones.



Capitulo 6

Conclusiones y trabajos futuros

El objetivo general de esta tesis fue combinar clustering, seleccién de atributos y
métodos ontoldgicos para la clasificacién semantica de texto. A continuacién, se pre-
sentan las conclusiones obtenidas después de haber cumplido con cada uno de los
objetivos especificos.

OELl. Redactar el estado del arte relacionado con la tematica estudiada. La realiza-
cion del estado del arte de esta tesis doctoral permitio establecer las bases tedricas
de la investigacion, asi como también identificar las tltimas técnicas utilizadas en el
analisis de datos textuales al estudiar los trabajos relacionados.

OE2. Conformacién de un conjunto de datos textuales lo suficientemente extenso
para la aplicacion de las diferentes técnicas de andlisis de datos. La conformacion
del conjunto de datos propio permitié poner en practica técnicas de extraccién de
informacion y de preprocesamiento de datos, siendo las primeras fases del proceso
de mineria de texto. Con el propédsito de transformar la informacién no estructurada
de los archivos de texto en una forma estructurada y ordenada, que luego pudo ser
interpretada por los algoritmos de aprendizaje automatico, permitiendo conformar
una conjunto de datos textual con 104.434 instancias y 20 atributos.

OE3. Desarrollo de una metodologia para la clasificacién semantica de datos tex-
tuales.

El desarrollo de este objetivo especifico permitié desarrollar la metodologia propues-
ta, integrando técnicas de mineria de texto e ingenieria ontoldgica para conformar
una metodologia a través de la cual se obtuvo un modelo con el cual se puede realizar
clasificacién semantica de texto de alta precision.

OE4. Evaluar los resultados obtenidos.

La evaluacién de los resultados nos ha permitido seleccionar el modelo mas preciso
tanto desde el punto de vista de Machine Learning como de Procesamiento del Len-
guaje Natural. En ambos casos, se obtuvieron resultados de precision superiores al

98 %.

En los ultimos anos, se ha vuelto dificil para los usuarios acceder a informacion
precisa y confiable debido al aumento de la cantidad de informacién disponible en
internet. En este estudio se ha propuesto un modelo para la clasificacién automati-
ca de texto, utilizando técnicas de Machine Learning y de Web Semaéntica para
dar significado a la clasificacion obtenida. Se ha demostrado empiricamente que ha-

93
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ciendo SToW Vector junto con seleccion de atributos mediante el wrapper MOES
(estrategia de busqueda) y NaiveBayesMultinomial (evaluador) con ACC (métrica),
se obtienen mejores resultados con el clasificador NaiveBayesMultinomial. Ademas,
cuando se realiza clustering con el algoritmo K-means y la selecciéon de atributos
mediante MultiObjectiveEvolutio- narySearch, WrapperSubsetEval y NaiveBayes-
Multinomial se obtiene un modelo altamente preciso [£.4] Combinando técnicas de
machine learning y de ontologias se pudo dar significado a los dos clusteres obte-
nidos, encontrando un concepto para cada clister. Cluster 1: UE-G20-G77-MEC y
clister 2: Resto del mundo. Lo que nos permitié establecer una relacién entre los
clusteres (el drea con el drea geopolitica). De manera que se pudo disenar y evaluar
una metodologia efectiva para la clasificacion e interpretacién de datos textuales.
En este trabajo, se han integrado dos enfoques paradigmaticos de la Inteligencia
Artificial, como es la de aprendizaje de patrones, a través de la aplicacion de di-
versas técnicas de Machine Learning, y la de procesamiento simbélico, mediante la
aplicacion de técnicas de ingenieria ontoldogica para representar el conocimiento. Asi,
se ha expresado, por un lado, conocimiento experto sobre el dominio a través de on-
tologias y también se ha dotado de significado seméantico a los clusteres aprendidos
(mediante técnicas de Machine Learning) haciendo uso de ingenieria ontolégica.

Trabajos futuros

Como parte del trabajo futuro evidente de esta tesis, se planea implementar la me-
todologia propuesta mediante una aplicacion movil multiplataforma completamente
funcional, que permita clasificar si una noticia es de interés o no, clasificindola como
relevante o irrelevante segtin el entrenamiento dado por el usuario, la cual se pondria
a disposicién de los usuarios a través de las plataformas de descarga comunmente
utilizadas.
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