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RESUMO 

 
 

O nitrogênio é um elemento essencial para a manutenção da vida na Terra. 
Apesar disso sua maior concentração está presente na atmosfera. Algumas 
proteobactérias possuem o sistema Ntr, que é responsável pelo processo de 
regulação do metabolismo do nitrogênio. Dentro do Ntr, encontra-se o sistema 
NtrBC, que regula a expressão de genes envolvidos com a utilização de fontes 
alternativas de nitrogênio. Nele encontramos a proteína NtrC, que atua como um 
ativador de transcrição se ligando a sítios específicos no DNA e ativando 
promotores dependentes do fator sigma 54 (σ54), tipicamente relacionados à 
transcrição de genes ligados ao metabolismo de nitrogênio. Os métodos mais 
comuns para detectar regiões de ligação da proteína NtrC ao DNA consiste em 
análises experimentais em laboratório, o que pode ser um processo caro e 
demorado. Para auxiliar nessa tarefa propomos uma ferramenta preditora de 
regiões relacionadas ao sitio de ligação da proteína NtrC a partir de um arquivo 
de genoma completo. A ferramenta contém uma rede neuronal artificial que 
passou pelo processo de treinamento supervisionado. Referente aos dados para 
o treinamento, utilizamos conjuntos de regiões promotoras de NtrC já confirmadas 
anteriormente e disponibilizadas em bancos de dados abertos para compor o 
conjunto de dados verdadeiros. Para compor o conjunto de regiões falsas 
utilizamos regiões geradas aleatoriamente, regiões retiradas de organismos 
modelo, e regiões provenientes de outros fatores de transcrição. A fim de 
selecionar qual é o melhor processo de extração de características e o modelo de 
rede neuronal mais adequado para solucionar o problema utilizamos janelas 
móvel e bases ortonormais de tamanhos variados. Esses conjuntos previamente 
classificados foram agrupados e embaralhados e passaram pelos modelos de 
classificadores MLP, SVM, RBF, DT, KNN, NB, RF (sendo os 3 primeiros 
utilizados no software MATLAB e o restante utilizando a biblioteca sklearn em 
Python 3), e por um modelo baseado em FAN com o software EasyFan. Após 
efetuar testes com arquivos de genoma da base de dados do NCBI e comparar 
com dados disponíveis em bancos de dados voltados à fatores de transcrição, a 
rede foi disponibilizada em uma ferramenta web para que possa ser utilizada pelo 
público.  
Palavras-chave: NtrC, Redes Neuronais Artificiais, TF, TFBS 
 

  



 
ABSTRACT 

 
 

Nitrogen is an essential element for the maintenance of life on Earth. However its 
greater concentration is present in the atmosphere. Some proteobacteria have the 
Ntr system, which is responsible for the regulation process of nitrogen metabolism. 
Within the Ntr, is the NtrBC system, which regulates the expression of genes 
involved with the use of alternative sources of nitrogen. In it we find the NtrC 
protein, which acts as a transcriptional activator binding to specific sites in the DNA 
and activating promoters dependent on the sigma factor 54 (σ54), typically related 
to the transcription of genes linked to nitrogen metabolism. The most common 
methods for detecting binding regions of NtrC protein to DNA are experimental 
laboratory analyzes, which can be an expensive and time-consuming process. To 
assist in this task, we propose a predictor tool for regions related to the NtrC protein 
binding site from whole-genome. The tool contains an artificial neural network that 
has gone through the supervised training process. About the training data, we used 
sets of NtrC promoter regions previously confirmed and available in open 
databases to compose the true data set. To compose the set of false regions we 
use randomly generated regions, regions taken from model organisms, and 
regions from other transcription factors. In order to select which is the best feature 
extraction process and the most appropriate neural network model to solve the 
problem we use different and sliding windows and orthonormal bases. These 
previously classified sets were grouped and shuffled and went through the 
classification models MLP, SVM, RBF, DT, KNN, NB, and RF using the sklearn 
package (Python 3) and software MATLAB, and a FAN based model with EasyFan 
software. After testing NCBI database genomes and comparing it with data 
available in transcription factor databases, the network is available in a web tool 
so it could be used by the public 
Keywords: NtrC, Artificial Neural Networks, Transcription Factor, Transcription 
Factor Binding Sites 
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1. INTRODUÇÃO 

 Dentre os objetivos da bioinformática estão organizar dados de forma que permita aos 

pesquisadores criar e acessar informações, desenvolver ferramentas que facilitam a gestão de 

dados, e usar dados biológicos para analisar e interpretar os resultados de maneira 

biologicamente significativa (HAPUDENIYA, 2010). 

 No ramo da bioinformática existem métodos para prever onde proteínas se ligam no DNA. 

Dentre esses métodos destacam-se a utilização de PWM (matriz de peso), ANN (redes neuronais 

artificiais), e Phylogenetic footprinting (comparação entre espécies taxonomicamente próximas) 

(CHEN; KURGAN, 2012; GONZALEZ et al., 2004). 

 Algoritmos preditores que utilizam esses métodos não funcionam bem para múltiplas 

regiões, visto que seu resultado depende do conjunto de dados de treinamento, seja para 

calcular o peso do nucleotídeo para cada posição (no caso da utilização de PWM), ou para a 

generalização do padrão dos nucleotídeos e suas exceções pela rede (no caso da utilização de 

ANN) (CARMACK et al., 2007; OLIVER et al., 2016; STORMO, 2000). 

 Os preditores atuais tentam englobar o maior número possível de sítios de ligação de 

diferentes fatores de transcrição, o que resulta em sítios falsos-positivos e falha ao detectar 

alguns sítios de ligação importantes (OLIVER et al., 2016). Por isso propomos o desenvolvimento 

de uma ferramenta web que foque na predição de apenas uma proteína. 

 Escolhemos a proteína NtrC por ser uma proteína já reconhecida e estudada previamente 

por diversos autores. A proteína NtrC possui múltiplos sítios de ligação no DNA e ativa 

promotores dependentes do fator sigma 54 (σ54), sendo essencial em sistemas que regulam o 

metabolismo de nitrogênio em bactérias (MERRICK; EDWARDS, 1995; TRENTINI, 2010). Como 

o nitrogênio é essencial para a célula, o sistema de adaptação à escassez de nitrogênio é um 

tema importante que vem sendo amplamente explorado nas últimas décadas. 

 Métodos da Inteligência Artificial oferecem uma abordagem poderosa e eficiente para 

resolver problemas básicos porém difíceis da bioinformática, por exemplo: alinhamento múltiplo 

de sequências, inferências filogenéticas, identificação de redes regulatórias de genes, predição 

de estrutura de proteína, entre outros. Dentre os métodos mais utilizados destacam-se Redes 

Neuronais Artificiais (ANN), Lógica difusa (fuzzy), e algoritmos genéticos (HAPUDENIYA, 2010). 

 Utilizamos redes neuronais artificiais para fazer um preditor de regiões relacionadas à 

proteína NtrC em genomas completos. Para isso foram feitos testes utilizando diferentes formas 

de extrair características e diferentes modelos de aprendizado de máquina (DT, FAN, KNN, MLP, 

NB, RBF, RF, e SVM) com a biblioteca sklearn (Python 3) e os softwares MATLAB, e EasyFan. 
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Ao final obtivemos uma rede com alta taxa de acerto que foi validada através da comparação 

dos resultados obtidos para a bactéria Escherichia coli com os dados disponíveis na base 

EcoCyc. 

 

2. OBJETIVOS 

 O objetivo desse trabalho é utilizar redes neuronais artificiais para identificar corretamente 

regiões relacionadas à proteína NtrC dentro de genomas completos e com isso desenvolver uma 

ferramenta preditora de sítios relacionados à proteína NtrC. 

 2.1 OBJETIVOS ESPECÍFICOS 

1. Selecionar informações verdadeiras e falsas para criar o conjunto de dados 

2. Efetuar o treinamento dos modelos classificadores de diferentes arquiteturas 

3. Testar, validar o resultado, e fazer alterações visando o aperfeiçoamento dos 

classificadores 

4. Comparar o desempenho dos classificadores 

5. Fazer estudo de caso com genomas fechados 

6. Implementar uma ferramenta que receba o genoma completo através de um arquivo 

GenBank, extraia a sequência de DNA, e identifique possíveis regiões de ligação à NtrC 

utilizando o classificador que atingiu as melhores métricas 

7. Disponibilizar a ferramenta 
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3. FUNDAMENTAÇÃO TEÓRICA 

 Nesse capítulo apresentamos os conceitos e breves discussões dos temas pertinentes 

para a compreensão desse trabalho. O capítulo começa com uma introdução biológica a fatores 

de transcrição e visões gerais sobre a proteína NtrC, passa para uma explicação sobre os 

métodos atuais de algoritmos preditores de fatores de transcrição, e por modelos de aprendizado 

de máquina, incluindo redes neuronais artificiais que é o método proposto para a resolução do 

problema. 

3.1 FATORES DE TRANSCRIÇÃO (TF) 

 A regulação da transcrição de genes como resposta a sinais extracelulares e intracelulares 

é um importante mecanismo para a adaptação bem-sucedida de microorganismos às mudanças 

das condições ambientais (NOVICHKOV et al., 2013). 

 A regulação gênica ocorre no início da transcrição por Fatores de Transcrição (TF’s) de 

ligação ao DNA que reconhecem uma ou mais regiões específicas próximo de promotores e 

resultam na ativação ou repressão da transcrição de genes próximos (OLIVER et al., 2016). 

 Essas regiões específicas do DNA seguem um determinado padrão de nucleotídeos (GAO 

et al., 2018), possuem de 6 a 20bp (MEHTA; SCHWAB; SENGUPTA, 2011), e são chamadas de 

sítios de ligação ao fator de transcrição (TFBS) (GAO et al., 2018; NOVICHKOV et al., 2013). 

 Esses sítios de ligação geralmente são pequenos e degenerados, ou seja, algumas 

posições podem ter múltiplas alternativas possíveis (WANG; ALHAMDOOSH; PEDRYCZ, 2016). 

Delinear essas posições específicas nas quais os TFs se ligam ao DNA é de grande importância 

para decifrar a regulação gênica no nível transcricional (MATHELIER; WASSERMAN, 2013). 

 Um grupo de operons regulados pelo mesmo TF forma um regulon. O regulon geralmente 

inclui genes de um subsistema celular em comum (RODIONOV, 2007). Todos os regulons juntos 

operados no mesmo genoma formam uma rede regulatória transcricional (TRN) de uma célula 

(NOVICHKOV et al., 2013). 
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3.2 UMA INTRODUÇÃO À PROTEÍNA NTRC: FUNÇÕES E CARACTERÍSTICAS 

 O nitrogênio é um componente essencial para proteínas, ácidos nucleicos e parede celular 

da célula da bactéria (SWITZER; BROWN; WIGNESHWERARAJ, 2018). Na ausência de 

nitrogênio fixado, procariotos como E. coli param seu crescimento imediatamente (SANCHUKI 

et al., 2017). O Ntr, sistema global de regulação do nitrogênio, é responsável pelo metabolismo 

de nitrogênio em diversas bactérias (MERRICK; EDWARDS, 1995). 

 Quando ocorre a falta de nitrogênio na bactéria, esse sistema procura por fontes 

alternativas de obtenção do elemento (SWITZER; BROWN; WIGNESHWERARAJ, 2018). Essas 

fontes podem ser nitrato, dinitrogênio, e uma variedade de aminoácidos e outros compostos 

orgânicos nitrogenados (LEIGH; DODSWORTH, 2007).  A amônia é quase sempre a fonte 

preferida de nitrogênio para o crescimento bacteriano porque ela suporta ritmo de crescimento 

mais avançado do que qualquer outra fonte alternativa (MERRICK; EDWARDS, 1995). Em 

enterobactérias o principal regulador de transcrição de resposta à insuficiência de N é a proteína 

NtrC, do sistema de dois componentes NtrBC (BROWN et al., 2014; SWITZER; BROWN; 

WIGNESHWERARAJ, 2018). 

 De acordo com o KEGG: 

“Um sistema de dois componentes de tradução de sinal permite a bactéria 
detectar, responder e se adaptar a mudanças no ambiente ou em seu estado 
intracelular. Cada sistema de dois componentes consiste em um sensor de 
proteína-histidina kinase (HK) e um regulador de resposta (RR)” (KEGG Pathway, 
entry KO02020. 2018). 

 Nesse caso o sensor é a proteína NtrB e o regulador de resposta é a proteína NtrC. Sob 

condições de limitação de nitrogênio, NtrB catalisa a fosforilação e consequente ativação de seu 

regulador de resposta parceiro, NtrC (MERRICK; EDWARDS, 1995). 

 A proteína NtrC, por sua vez, ativa promotores dependentes do fator sigma 54 que estão 

relacionados à transcrição de genes ligados ao metabolismo do nitrogênio (MERRICK; 

EDWARDS, 1995; TRENTINI, 2010). 

 Vários genes ativados por NtrC codificam sistema de transporte de compostos 

nitrogenados (ZIMMER et al., 2000). NtrC é responsável, por exemplo, por ativar a transcrição 

de genes que codificam a proteína NaC (switch para genes de adaptação a carência de N) e do 

gene relA, cujo produto é responsável pela síntese do maior nucleotídeo sinalizador de stress, 

durante a falta de aminoácidos (SWITZER; BROWN; WIGNESHWERARAJ, 2018). 



17 
 

  

 A proteína NtrC é capaz de se ligar a sequências específicas do DNA caracterizadas pelo 

consenso TGCAC-N5-TGGTGCA (REITZER & MAGASANIG1, 1985 citado por HUERGO, 2006). 

 Existem múltiplos locais de ligação à NtrC no DNA no genoma de bactérias (SHIAU et al., 

1992). Os métodos mais conhecidos para a detecção desses locais são a utilização de cepas 

mutantes para NtrC e/ou superexpressando a proteína NtrC acoplados as técnicas de análise de 

transcriptoma como DNA microarrays e RNAseq (BROWN et al., 2014; ZIMMER et al., 2000), 

análise de ChIP-seq, análise de PCR quantitativo em tempo real (BROWN et al., 2014), entre 

outros. A predição de sítios de ligação entre DNA e proteínas como fatores de transcrição (TF) 

é uma tarefa útil devido ao fato de que “métodos experimentais (como o ChIP-seq) conseguem 

determinar os sítios de ligação verdadeiros de um tipo de proteína sob uma condição (tecido, 

célula, tratamento/doença, etc) por vez. É impossível fazer o perfil das combinações de todos os 

TF’s e condições celulares experimentalmente” (XU et al., 2018). 

 Com isso a predição computacional se tornou uma solução popular. Nela pode-se usar 

dados existentes para aprender as regras de ligação do TF e entrão atribuir o perfil de ligação 

sob uma nova condição biológica sem fazer os experimentos de fato (XU et al., 2018). Técnicas 

computacionais visando auxiliar o processo de predição vem sendo desenvolvidas desde o início 

da década de 90. Essas técnicas são o tema do próximo tópico. 

  

3.3 MÉTODOS ATUAIS DE PREDIÇÃO DE SÍTIOS DE LIGAÇÃO A FATORES DE 
TRANSCRIÇÃO (TFBS) 

 Atualmente uma das metodologias mais utilizadas para encontrar sequências de TFBS 

em bactérias consiste em selecionar regiões a montante de genes de interesse. O pesquisador 

então compara visualmente a região completa com a sequência consenso do TFBS e marca as 

possíveis regiões. Para auxiliar nessa tarefa e conferir se as regiões marcadas estão corretas 

podem ser utilizados ensaios experiementais diversos. 

 Métodos para auxiliar na detecção de TFBS vem sendo desenvolvidos há algumas 

décadas. Em seu artigo, Staden (1989) apresenta formas de calcular a probabilidade de 

encontrar padrões em sequências e, para isso, utiliza operadores lógicos e equações para 

efetuar os cálculos probabilísticos para 9 formas diferentes de definir motifs.  

 
1 Reitzer LJ, Magasanik B. Expression of glnA in Escherichia coli is regulated at tandem promoters. Proc Natl 
Acad Sci U S A. 1985;82(7):1979–1983. doi:10.1073/pnas.82.7.1979 
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 Sequências motif são descritas como “sequências curtas, padrões recorrentes no DNA 

que presumidamente possuem uma função biológica, e muitas vezes indicam locais de ligação 

específicos para sequências de proteínas, como nucleases e fatores de transcrição (TF)” 

(D’HAESELEER, 2006). 

 Motifs são frequentemente representados em sequências logo, uma representação gráfica 

do padrão encontrado a partir do alinhamento múltiplo de N sequências. A logo consiste em uma 

pilha de letras para cada posição na sequência. A altura da pilha reflete o grau de conservação 

para essa posição (medida em bits) e a altura das letras em cada posição reflete a frequência 

relativa do aminoácido ou nucleotídeo correspondente nessa posição (CROOKS et al., 2004). 

 Na Figura 1 (a) temos 10 sequências de nucleotídeo aleatórias com 20bp cada. Em (b) 

geramos a sequência logo utilizando a ferramenta WebLogo. Através dessa representação 

conseguimos fazer constatações mais facilmente: Pela altura da letra nota-se que os 

nucleotídeos nas posições 4, 5, 16, 17, e 18 são bem conservados, enquanto na posição 11, por 

exemplo, pode ocorrer os 4 nucleotídeos. 

FIGURA 1 - REPRESENTAÇÃO DE MOTIF ATRAVÉS DE SEQUÊNCIAS LOGO 

  

 O maior desafio do bioinformata é ter um bom conjunto de dados para analisar. Muitas 

vezes o tamanho pequeno de uma amostra ou o baixo grau de conservação impedem a 

construção de regras de reconhecimento confiáveis (MIRONOV et al., 1999). 

FONTE: A autora (2019). 

LEGENDA: Em (a) Sequências aleatórias de 20bp cada. Em (b) Representação das sequências com 
WebLogo, evidenciando a frequência (ou o grau de conservação) dos nucleotídeos para cada posição. 
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 Assim apenas um número limitado de sítios de ligação são conhecidos para um TF, e,  por 

essa razão, os algoritmos criados devem construir um classificador geral baseado nos dados 

limitados para treinamento (MEHTA; SCHWAB; SENGUPTA, 2011). 

 Segundo McCue e colaboradores (2002), mesmo em um grupo filogenético pequeno 

(como as gama-proteobactérias, por exemplo) existe alta variedade de espécies e por isso o 

tamanho do genoma, a distância filogenética e um habitat em comum (ou  similar) são fatores 

que devem ser levados em consideração ao escolher as espécies que irão compor um estudo. 

 Ainda com pequena distância filogenética não é raro que existam diferenças significativas 

entre as bactérias. A bactéria Haemophilus influenzae é descrita como o único genoma 

bacteriano completo parecido com Escherichia coli (MIRONOV et al., 1999). Mesmo assim após 

comparar os dois genomas verificou-se que apesar da similaridade, a H. influenzae não possui 

a subunidade de RNA polimerase sigma 54 e vias regulatórias relacionadas à NtrC, enquanto 

essas são encontradas em E. coli (TATUSOV et al., 1996). Ou seja, apesar de que as duas 

bactérias sejam parecidas (pequena distância filogenética), a E. coli possui genes dependentes 

de NtrC e H. influenzae não. Em seu artigo, Tatusov e colaboradores (1996) consideram que 

esse é um indicativo de que H. influenzae é adaptada para crescer em ambientes ricos em 

nitrogênio e, por essa razão, não possui o sistema de resposta para a limitação do elemento. 

 A disponibilidade de dados de genoma completo de vários procariotos abriram a 

oportunidade de identificar prováveis TFBS pela comparação cruzada entre espécies (do inglês, 

cross-species comparision ou phylogenetic footprinting) sem a necessidade de identificar 

experimentalmente o mesmo conjunto de genes coregulados por um TF em comum entre duas 

espécies próximas (MCCUE, 2002). 

 De acordo com Gonzalez e colaboradores (2004), métodos computacionais para 

reconhecer TFBS em genomas bacterianos baseiam-se em PWM, na impressão filogenética 

(phylogenetic footprint), e em busca por “super-representação” estatística de oligo-nucleotídeos. 

Desses, o modelo de predição de TFBS mais conhecido e utilizado atualmente é o PWM, devido 

a sua simplicidade (KHAMIS et al., 2018).  

 A matriz de posição de pesos (PWM, do inglês Position Weight Matrix) é o modelo mais 

comum para representar a preferência de ligação do TF ao DNA. Uma PWM é uma matriz de     

4 x k onde k é o comprimento do sítio de ligação e cada linha da matriz se refere a um nucleotídeo 

de DNA (A, C, G, T). As entradas da PWM representam a probabilidade do nucleotídeo de 

aparecer em cada posição e quanto maior o valor mais conservada é a base de DNA nessa 
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posição (WANG; ALHAMDOOSH; PEDRYCZ, 2016). Apesar de ser simples possui suas 

desvantagens, como a alta taxa de falso-positivos em seus resultados, isso porque “PWM 

convencionais não modelam dependências entre posições individuais entre os TFBS” 

(STORMO, 2000). 

 Desde a abordagem de Staden (1989) já se destaca a utilização de matrizes de posição 

de peso (PWM). Desde então outros métodos (probabilísticos ou não) começaram a se 

popularizar.  

 Como uma tentativa de melhorar o modelo foram criadas novas abordagens. Uma delas 

é utilizar k-mer em relações entre nucleotídeos (KEILWAGEN; GRAU, 2015). Também já foram 

criadas abordagens baseadas em bayesian networks, HMM, e deep learning em redes 

neuronais. Esses modelos são mais flexíveis, pois conseguem verificar a independência da 

posição do nucleotídeo (INUKAI; KOCK; BULYK, 2017). 

De acordo com a revisão de Gao e colaboradores: 

 “Os algoritmos para procurar TFBS candidatos são divididos em duas categorias: 
Os index-based algoritmos, utilizam e constroem estruturas de índice como 
árvores e arrays de sufixos para acessar mais rapidamente as localizações dos 
candidatos na sequência, sendo uma opção custosa em relação ao tempo e 
espaço utilizado, porém com eficiência aprimorada para buscas. 

O método online é considerado tradicional e consiste em ‘escanear’ uma 
sequência do início ao fim utilizando janela deslizante com o tamanho de acordo 
com o de motifs conhecidos de TF e apresenta os possíveis candidatos. Esse 
método também custa tempo” (GAO et al., 2018). 

 Apesar da existência e da ampla utilização de programas desenvolvidos para encontrar 

TFBS, a acurácia alcançada por esses permanece baixa, sendo que não é raro que TFBS’s 

importantes de um sistema regulatório não seja identificado pelo programa (OLIVER et al., 2016). 

 Quando conhecemos sítios de ligação para um fator de transcrição em particular é 

possível construir um modelo de motif que pode ser usado para encontrar sítios de ligação 

adicionais (CARMACK et al., 2007). O problema dessa abordagem é que quando a busca é feita 

em escala genômica, retorna também muitos sítios insignificantes que se encaixaram no motif. 

 Para tentar diminuir o número de sítios o habitual é restringir a área de busca na região a 

montante dos genes (FERREIRA et al., 2018; GONZALEZ et al., 2004) e utilizar abordagens que 

levam em conta a filogenia (CARMACK et al., 2007; GONZALEZ et al., 2004; NOVICHKOV et 

al., 2013). 

 Para encontrar novos sítios de ligação (TFBS), Novichkov e colaboradores (2013) 

selecionam um fator de transcrição (TF) com sítios de ligação já conhecidos em um genoma e 
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buscam por sítios de ligação candidatos na região a montante (de -350 a +50 pb em relação ao 

códon inicial, excluindo as regiões codificantes dos genes a montante) em genes ortólogos. 

 Já Gonzalez e colaboradores (2004) optaram por fazer a predição para 17 genomas 

filogeneticamente próximos de E. coli. Em seguida dividiram os genomas em grupos conforme a 

porcentagem de genes ortólogos com E. coli, construíram matrizes de posição de peso (PWM) 

para TFs desses genes, e utilizaram dois modelos estatísticos (CONSENSUS e Gibbs-

SAMPLER) para cada TF para encontrar TFBS nas regiões promotoras. 

 Em alguns casos pesquisadores utilizaram a conservação como um filtro adicional, e 

também já foram vistas abordagens usando dados de expressão de mRNA, rede bayesiana, 

regressão linear, entre outros (ERNST et al., 2008). 

 No caso de eucariotos passaram a ser utilizadas abordagens com o classificador Random 

Forest para predizer genes alvo a partir dos dados de ligação de fatores de transcrição 

(ESSEBIER et al., 2017). 

 Para otimizar tempo novas técnicas estão sendo integradas no método tradicional. Gao e 

colaboradores (2018) apresentam como exemplos de técnicas a utilização de “matrix 

partitioning”, “fast fourier transform”, “data compression”, entre outros.  Porém o problema pode 

persistir, já que a maioria dos preditores se preocupa em cobrir todos os TF, obtendo um 

resultado razoável, onde se destacam a presença de mais falsos-positivos (OLIVER et al., 2016). 

3.4 APRENDIZADO DE MÁQUINA 

 Os algoritmos de aprendizado de máquina (do inglês, machine learning) usam dados de 

treinamento para descobrir padrões ocultos, construir modelos, e fazer predições baseadas no 

melhor modelo (MIN; LEE; YOON, 2016).  

 Existem dois tipos principais de aprendizado de máquina: O supervisionado, onde é 

construído o modelo a partir do aprendizado de dados com classe conhecida, e o não 

supervisionado, no qual os dados não possuem classe atribuída e o método aprende a separar 

os dados pelas suas características em comum (HUANG et al., 2018). 

 Nesse trabalho utilizamos modelos de classificadores com treinamento supervisionado, 

ou seja, em que o resultado esperado já é conhecido e o modelo aprende a classificar novos 

dados a partir de dados previamente classificados utilizados no treinamento. Uma forma mais 

simples de conceituar o treinamento supervisionado é como se o classificador recebesse uma 
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prova e o gabarito já preenchido e a partir disso tivesse que deduzir a forma correta de resolver 

as questões da prova. 

 O algoritmo utilizado no aprendizado supervisionado deve ser capaz de raciocinar com 

instâncias fornecidas externamente para produzir hipóteses gerais e criar um modelo que faz 

previsões sobre novas instâncias (KOTSIANTIS, 2007). 

 Alguns algoritmos bem conhecidos, como SVM, Random Forests, HMM, Bayesian 

Networks, e Gaussian Networks, vem sendo aplicados na genômica, proteômica, biologia de 

sistemas, e outros domínios (MIN; LEE; YOON, 2016). 

 No que se refere a sua utilização em problemas relacionados à detecção de regiões 

específicas em genomas, podemos citar o uso de aprendizado de máquina em regiões 

específicas de leveduras (HOLLOWAY; KON; DELISI, 2007), regiões dependentes do fator σ70 

(FREIRE, 2014), predição de sítios de ligação ao fator σ54 (FERREIRA et al., 2018), predição 

de expressão gênica (SINGH, RITAMBHARA et al., 2016), predição de sequências promotoras 

em micobactérias (KALATE et al.2, 2003 citado por HAPUDENIYA, 2010), predição de sítios de 

splicing (REESE e EECKMAN3, 1995 citado por HAPUDENIYA, 2010), predição de regiões cis-

regulatórias em genoma humano (LI, YIFENG; SHI; WASSERMAN, 2016), predição de sítios de 

ligação no DNA (CHEN; KURGAN, 2012), predição de ligação de proteína ao DNA (SHAO et al., 

2009; ZHANG, YAN-PING et al., 2016; ZHANG, YANPING et al., 2014), predição de interações 

regulatórias entre gene e fator de transcrição (ERNST et al., 2008), entre outros. Nessas 

soluções as mais populares foram MLP, SVM, e CNN, mas outras arquiteturas também foram 

utilizadas. 

 Para utilizar uma solução de classificação supervisionada precisamos primeiro definir 

algumas etapas. A FIGURA 2 a seguir, adaptada de (HAPUDENIYA, 2010), apresenta o workflow 

das escolhas necessárias. 

 
2 Kalate RN, Tambe SS, Kulkarni BD. Artificial Neural Networks For Prediction Of Mycobacterial Promoter 
Sequences. Comput Biol Chem, 2003. 27(6): p. 555-64. 
3 Reese MG, Eeckman FH. (1995) Novel Neural Network Prediction Systems For Human Promoters And 
Splice Sites. Disponível em: http://citeseerx.ist.psu.edu/viewdoc/summary?doi=10.1.1.40.5678 
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FIGURA 2 - WORKFLOW 

 

 
 

 O Pré-processamento de dados envolve a representação de características e codificação 

de entrada (HAPUDENIYA, 2010). Falamos sobre o conjunto de dados utilizado e seu pré-

processamento no tópico 5.1. 

 Dependendo da escolha do classificador há vários hiperparâmetros, número de camadas, 

número de camadas ocultas, valor de inicialização dos pesos, número de iterações, e até mesmo 

a taxa de aprendizado que são necessários definir, e cada um deles influencia notavelmente os 

resultados (MIN; LEE; YOON, 2016). Os parâmetros definidos são descritos no tópico 5.4. 

 Existem diversas técnicas de aprendizado que são usadas pelos algoritmos capazes de 

realizar a classificação supervisionada. Essas técnicas são divididas entre aprendizado baseado 

em lógica, baseado em estatística, utilizando redes neuronais artificiais, e SVM (KOTSIANTIS, 

2007).  

 Geralmente, SVMs e redes neurais tendem a ter um desempenho muito melhor ao lidar 

com multidimensões e características contínuas. Por outro lado, os sistemas baseados em lógica 

tendem a ter um desempenho melhor ao lidar com características categóricas. Para modelos de 

redes neurais e SVMs, é necessário um grande tamanho de amostra para atingir sua precisão 

máxima de previsão, enquanto o Naive Bayes precisa de um conjunto de dados relativamente 

pequeno (KOTSIANTIS, 2007). 

FONTE: Adaptado de (HAPUDENIYA, 2010) 
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 Segundo Chen e Kurgan (2012), modelos de redes neuronais artificiais são utilizados 

principalmente pela sua capacidade de predição, como a predição de estrutura de proteínas, e 

a predição de sítios de ligação e ligantes. 

 A seguir explicamos a definição das técnicas de aprendizado mais populares. 

 

3.4.1 ALGORITMOS BASEADOS EM LÓGICA 

 O modelo lógico pode ser visualizado como um conjunto de regras "se-então" (MAXWELL; 

WARNER; FANG, 2018). O modelo é treinado para conseguir classificar uma nova instância a 

partir das regras criadas com base no conjunto de treinamento.  

 O mais conhecido é a árvore de decisão (DT) que utiliza dados categorizados e, uma vez 

que o modelo tenha sido desenvolvido, a classificação é extremamente rápida já que não é 

necessário efetuar cálculos matemáticos complexos (MAXWELL; WARNER; FANG, 2018). 

 

3.4.2 ALGORITMOS BASEADOS EM MÉTODOS ESTATÍSTICOS 

 As abordagens estatísticas são caracterizadas por ter um modelo de probabilidade 

subjacente explícito, que fornece uma probabilidade de que uma instância pertença a cada 

classe ao invés de classificar a instância (KOTSIANTIS, 2007). Ou seja, são utilizados cálculos 

estatísticos para verificar as chances que a instância tem para ser atribuída a cada uma das 

classes.  

 O número de classificadores que utilizam métodos estatísticos é variado tanto na 

quantidade como na abordagem. Dentre eles temos desde classificadores que utilizam cálculos 

probabilísticos (como o Naive Bayes) até classificadores baseados em instâncias (como o k-NN) 

(KOTSIANTIS, 2007; MAXWELL; WARNER; FANG, 2018; ). 

 O aprendizado baseado em instância requer pouco tempo durante a fase de treinamento 

porém possui a etapa de classificação mais lenta do que outros modelos de aprendizado. Esses 

também são chamados de algoritmos de aprendizado preguiçoso, pois atrasam o processo de 

generalização até o momento de classificação (KOTSIANTIS, 2007). 
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3.4.3 ALGORITMOS COM REDES NEURONAIS ARTIFICIAIS 

 O conceito de rede neuronal é inspirado pela forma em que o cérebro recebe e processa 

informações (KUBAT, 1999), ou seja, aprende por meio de exemplos. Assim, redes neuronais 

artificiais (ou ANN, do inglês Artificial Neural Networks) reúnem conhecimento por meio da 

detecção de padrões e relacionamentos em conjuntos de dados que recebem como entrada 

(JHA, 2007) e aprendem (ou são treinadas) a partir da experiência e não da programação 

(AGATONOVIC-KUSTRIN; BERESFORD, 2000). 

 A forma que o neurônio artificial é apresentado se assemelha ao neurônio biológico 

(FIGURA 3): O neurônio tem um corpo celular, vários dentritos e um axônio. Os neurônios se 

ligam através da conexão entre dentritos e axônio. Dentritos recebem um sinal do neurônio 

anterior que funciona como a entrada. Essa entrada aumenta ou diminui os potenciais elétricos 

do corpo celular e, se atinge um limite, um pulso elétrico é enviado para o axônio. Esse pulso é 

chamado de resultado e será utilizado como entrada para o próximo neurônio (HAPUDENIYA, 

2010). 

FIGURA 3 - REPRESENTAÇÃO DO NEURÔNIO BIOLÓGICO E ARTIFICIAL 

 

 
 
 Em uma rede neuronal artificial temos várias unidades computacionais chamadas de 

neurônios que se conectam por links e cada link tem um peso associado a ele. O neurônio recebe 

dados pelos links de entrada (in), os pesos são somados (Σ) e uma função (∫) os transforma no 

FONTE: Adaptado de Richárd (2018) 
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valor de saída do neurônio (out) (HAPUDENIYA, 2010). Existem várias funções de ativação. As 

mais conhecidas são step function, sigmoid/logistic function, e gaussian function. 

 Técnicas de ANN são consideradas eficientes devido ao seu processamento rápido e 

resultados satisfatórios. Além disso elas conseguem lidar com dados incompletos, com ruídos, 

e com problemas não-lineares, e, uma vez treinadas, conseguem fazer predições rapidamente. 

(KALOGIROU, 2000). Por esses motivos são frequentemente usadas em problemas complexos, 

quando não há soluções computacionais mais leves (GHRITLAHRE; PRASAD, 2018). 

 Vale lembrar que existem bem mais arquiteturas de redes neuronais. CNN (Convolutional 

Neural Networks), por exemplo, é um modelo de deep learning que domina as áreas de 

reconhecimento de imagens, detecção de objetos, imagem inpainting, e super resolução (LI, YU 

et al., 2019), assim cada arquitetura tem uma área de utilidade mas pode ser mais indicada 

conforme os tipos de dados e o processo de seleção de características que será usado. 

 Ao selecionar a arquitetura de rede neuronal também devemos prestar atenção aos 

parâmetros utilizados. Sobre o número de camadas deve-se levar em conta que quanto mais 

camadas, maior a complexidade o modelo terá. Se tiver camadas insuficientes, o modelo será 

muito simples e não conseguirá explicar a relação complexa entre a entrada e a saída, resultando 

em underfitting. Se ocorrer excesso, o modelo fica tão complexo que se torna sensível a ruídos 

nos dados e overfitting (LI, YU et al., 2019). 

 

3.4.4 ALGORITMOS COM SVM 

 O método SVM é baseado no conceito de maximizar a distância mínima do hiperplano até 

o ponto do dado mais próximo (SINGH, A; THAKUR; SHARMA, 2016). Explicamos o conceito de 

forma mais detalhada no tópico 3.5.7. 

 O classificador SVM é uma forma de aprendizado de máquina. Entretando uma questão 

recorrente na área é a categoria em que o SVM se encontra: Enquanto alguns autores o definem 

como método estatístico (GIRALDI et al., 2008; PENNSTATE, 2019) outros o consideram 

otimização pura (HOANG, 2017). 

3.5 ARQUITETURAS DE CLASSIFICADORES 

 Como não há um consenso claro na literatura sobre o melhor algoritmo de aprendizado 

de máquina, o algoritmo ideal é provavelmente específico para cada caso, dependendo das 
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classes mapeadas, da natureza dos dados de treinamento e das variáveis preditoras 

(MAXWELL; WARNER; FANG, 2018). 

 Por essa razão utilizamos vários classificadores a fim de determinar qual modelo oferece 

a classificação ideal para a identificação de sítios de ligação. Selecionamos arquiteturas que de 

classificadores supervisionados que utilizam diferentes abordagens de aprendizado de máquina. 

Essas arquiteturas são apresentadas a seguir.  
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3.5.1 DECISION TREE (DT) 

 Árvores de decisão (do inglês Decision Tree, ou DT) são árvores que classificam 

instâncias ordenando-as com base nos valores das características. Cada nó em uma árvore de 

decisão representa uma característica de uma instância a ser classificada, e cada ramificação 

representa um valor que o nó pode assumir (KOTSIANTIS, 2007). 

 A analogia com árvore é usada para descrever o padrão geral de divisões repetidas, com 

ramos representando o caminho entre as divisões e folhas representando as classes. Por 

exemplo, o dado pode ser dividido dependendo se o valor em uma determinada banda está 

acima ou abaixo de um limite (MAXWELL; WARNER; FANG, 2018). 

 A característica que melhor divide os dados de treinamento será o nó raiz da árvore. 

Existem inúmeros métodos para encontrar a característica que melhor divide os dados de 

treinamento, como ganho de informação e índice de gini. (KOTSIANTIS, 2007). 

 O classificador com árvore de decisão é considerado o mais simples e intuitivo 

(MAXWELL; WARNER; FANG, 2018). Na figura a seguir temos uma representação de uma 

árvore de decisão.  

FIGURA 4 - REPRESENTAÇÃO DE UMA ÁRVORE DE DECISÃO 

 

FONTE: Kirk (2017) 

LEGENDA: Árvore de decisão para classificação de cogumelos utilizando conhecimento popular. Esse modelo 
tem o objetivo de descobrir se um cogumelo é venenoso ou não a partir de suas características. 
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 O modelo também possui suas desvantagens: Problemas com árvores de decisão incluem 

a possibilidade de gerar solução não ideal e overfitting. Uma alternativa para corrigir o overfitting 

é remover uma ou mais camadas de ramos. Esse processo é chamado de poda da árvore. A 

poda reduz a acurácia da classificação dos dados de treinamento enquanto aumenta a acurária 

de dados desconhecidos (MAXWELL; WARNER; FANG, 2018). 

 

3.5.2 FREE ASSOCIATIVE NEURONS (FAN) 

 
 O modelo FAN é constituído por neurônios independentes com capacidade autônoma de 

aprendizado. O poder de aprendizado de FAN está baseado na granularidade na representação 

da informação (RAITTZ, 1997). Na abordagem usando FAN, cada padrão de entrada do sistema 

é expandido em uma vizinhança nebulosa (COELHO; RAITTZ; TREZUB, 2016). 

 Seu método é baseado em lógica difusa (do inglês fuzzy) e em noções de redes neuronais. 

Sendo um método para representação de ambientes complexos, FAN pode ser aplicado no 

reconhecimento de padrões, classificação e diagnóstico (RAITTZ, 1997). 

 Redes FAN são utilizadas na detecção de fraudes em operações de comércio, onde atinge 

mais de 90% de precisão na classificação tanto de operações legais quanto fraudulentas 

(COELHO; RAITTZ; TREZUB, 2016), para identificar sítios de ligação ao fator sigma 54 em 

genomas completos de bactérias (FERREIRA et al., 2018), entre outros. 

 Nesse trabalho utilizamos o modelo FAN já implementado pelo EasyFan. O EasyFan 

(FIGURA 5) é um software desenvolvido em JAVA para reconhecimento de padrões voltado tanto 

para iniciantes na área de Inteligência Artificial quanto para pesquisadores mais experientes. 

EasyFan utiliza técnicas de FAN (Free Associative Neurons). O algoritmo original do modelo FAN 

foi aperfeiçoado na ferramenta e modelado conforme princípios da orientação a objetos 

(KUSTER et al., 2016). 
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FIGURA 5 - INTERFACE DO EASYFAN 

 
FONTE: A autora (2019) 

LEGENDA: O software permite carregar redes já treinadas ou fazer um novo treinamento. É possível configurar os 
parâmetros de treinamento para a rede, além de selecionar os conjuntos de treinamento e testes através da barra 

na parte inferior da janela. 

 

3.5.3 K-NEAREST NEIGHBOR (K-NN) 

 O classificador k-NN (k-ésimo vizinho mais próximo, do inglês k-Nearest Neighbour) é 

baseado no princípio de que instâncias em um conjunto de dados geralmente existirão muito 

próximas a outras instâncias que têm propriedades semelhantes. Se as instâncias estão 

classificadas, o valor da classe de uma instância não classificada pode ser determinado  pela 

observação da classe de seus vizinhos mais próximos (KOTSIANTIS, 2007). 
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 O k-NN é diferente dos outros classificadores: Ao invés de ser treinado para produzir um 

modelo classificador, esse algoritmo compara diretamente cada dado desconhecido com os 

dados originais de treinamento. O dado desconhecido é atribuido à classe mais comum dos k 

dados de treinamento que estão mais próximos do dado desconhecido. Um baixo k produz 

decisão complexa enquanto um alto k resulta em maior generalização. Como o modelo de 

treinamento não é produzido, é esperado que a classificação utilizando k-NN exiga mais recursos 

à medida que o conjunto de treinamento aumenta (MAXWELL; WARNER; FANG, 2018). 

 A figura a seguir ilustra como é feita a classificação de uma instância desconhecida (em 

azul) a partir de seus vizinhos mais próximos.  

FIGURA 6 - REPRESENTAÇÃO DA CLASSIFICAÇÃO REALIZADA PELO KNN 

 

FONTE: Kirk (2017) 

LEGENDA: Representação simples da classificação com k=5. Consideramos apenas as k instâncias mais 
próximas (vizinhas) do ponto em questão (azul). Contabilizamos o número de instâncias vizinhas para cada classe 
(bom e ruim). A classe com o maior número de instâncias vizinhas é atribuída ao ponto em questão. Nesse caso o 

ponto azul recebe a classe “bom” (verde). 

 A posição absoluta das instâncias no espaço não é tão significativa quanto a distância 
relativa entre instâncias. Essa distância relativa é determinada usando uma métrica de distância. 
Idealmente, a métrica de distância deve minimizar a distância entre duas instâncias classificadas 
da mesma forma, enquanto maximiza a distância entre instâncias de classes diferentes. Dentre 
as métricas mais conhecidas estão distância de Minkowski, distância de Manhattan, distância 
Euclidiana, distância de Chebyshev, e correlação de Kendall (KOTSIANTIS, 2007). 

 

3.5.4 MULTILAYER PERCEPTRON (MLP) 

 Uma rede perceptron tem apenas duas camadas (entrada e saída) e é usada para 

classificar padrões em uma ou duas classes apenas. A rede MLP consiste em perceptrons com 

mais de duas camadas de neurônios, tendo uma camada de entrada, uma ou mais camadas 

ocultas, e uma camada de saída (HAPUDENIYA, 2010). Devido ao fato de ter múltiplas camadas 

não lineares alguns autores (LI, YIFENG; SHI; WASSERMAN, 2016; MIN; LEE; YOON, 2016) 



32 
 

  

consideram MLP uma arquitetura de deep learning, entrando na categoria de Deep Neural 

Network (DNN).   

 Segundo o teorema de Kolmogorov-Nielsen, uma rede neural com três camadas, é um 

aproximador universal de funções contínuas e limitadas sobre um domínio compacto (KOVÁCS, 

2002). Ou seja, uma rede MLP com apenas 3 camadas já consegue resolver problemas de 

classificação. Apesar disso, dependendo do problema a ser solucionado, a MLP permite que 

sejam trocadas a quantidade de neurônios de entrada, de saída, e de neurônios na camada 

oculta.  

 MLP é treinada de forma supervisionada e usa apenas dados já rotulados/classificados. 

Como o método de treinamento é um processo de otimização de hiper-planos, MLP é tipicamente 

usado quando um grande número de dados classificados está disponível (HAPUDENIYA, 2010; 

MIN; LEE; YOON, 2016). 

 A figura abaixo mostra o processo de treinamento de uma rede MLP no software MATLAB. 

A rede recebe 35 características através das suas duas camadas de entrada. As características 

passam por 5 camadas ocultas e o resultado do classificador é apresentado na camada de saída. 

FIGURA 7 - REDE MLP 

 

 
 O modelo MLP é considerado um dos mais populares para efetuar predições (H. 

KHALAFI; M., 2011). Dentre outras aplicações, redes MLP atualmente são aplicadas em 

pesquisas de estrutura de proteína, regulação da expressão gênica, classificação de proteína, e 

classificação de anomalias (MIN; LEE; YOON, 2016). 

3.5.5 NAIVE BAYES (NB) 

 Naive Bayes (NB) é a forma mais simples de redes bayesianas, compostas de gráficos 

acíclicos direcionados com apenas um pai (representando o nó não observado) e vários filhos 

(correspondentes aos nós observados) com uma forte suposição de independência entre os nós 

filhos (KOTSIANTIS, 2007; SINGH, A; THAKUR; SHARMA, 2016). 

FONTE: A autora (2019) 
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 Nesse modelo todos os atributos são independentes dado o valor da variável da classe. 

Isso é chamado de independência condicional. A suposição de independência condicional 

raramente é verdadeira na maioria das aplicações do mundo real (ZHANG, HARRY; ZHANG, 

2004). Esse fato explica a nomenclatura do classificador, que significa “ingênuo” (do inglês, 

naïve). 

 A aprendizagem bayesiana utiliza abordagem probabilística. O algoritmo é baseado no 

teorema de Bayes: O modelo gera uma tabela de probabilidades para cada característica dos 

registros. Para um novo registro é calculada as possibilidades para todas as classes utilizando a 

probabilidade em cada registro. O registro novo é atribuído à classe com maior probabilidade 

(PEDREGOSA et al., 2011). 

 Existem casos em que a probabilidade para um atributo é zero, pois os registros de 

treinamento não tem essa informação. Por ser feita a multiplicação dos valores basta um atributo 

nulo para que a probabilidade em uma característica se torne nula. Para evitar esse problema é 

feita a correção laplaciana (KOTSIANTIS, 2007). 

 Ao contrário de redes neuronais ou SVM, não há parâmetros livres a serem definidos o 

que simplifica a aplicação do classificador em uma ampla variedade de tarefas (KOTSIANTIS, 

2007). Os classificadores Naive Bayes são famosos por serem utilizados na classificação de 

documentos e em filtros de spam (PEDREGOSA et al., 2011). 

 

3.5.6 RADIAL BASIS FUNCTION (RBF) 

 A arquitetura do RBF é parecida com a MLP, mas o princípio de ação e treinamento é 

diferente. A função RBF pode agrupar dados em números finitos de áreas elipsoides. As funções 

utilizadas por padrão são a Gaussian, splice function, ou várias funções quadráticas. Cada 

neurônio da rede age como o centro da região. Ao invés da soma de pesos da entrada é medida 

a distância (a mais comum é a euclidiana). O neurônio calcula a saída como uma função para o 

vetor de entrada e o seu centro. Tem 3 camadas: a de entrada, a oculta – com uma função de 

ativação não-linear -, e a camada linear de saída (CHEN; KURGAN, 2012). 

A figura a seguir apresenta o treinamento de uma rede RBF utilizando MATLAB. 
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FIGURA 8 - REDE RBF 

 

 
 

 Esse modelo é tradicionalmente associado às funções radiais em redes com apenas uma 

camada (ORR, 1996). Em 2012, Chen e colaboradores verificaram que redes RBF foram 

utilizadas em aplicações como previsão de mapas de contato entre resíduos (Zhang & Huang, 

2004) predição de locais de clivagem de protease (Yang e Thomson, 2005), predição de alvos 

para compostos direcionados à proteína (NIWA4, 2004 citado por CHEN e KURGAN, 2012). 

3.5.7 RANDOM FOREST (RF) 

 O RF (Floresta Aleatória, do inglês Random Forest) é um método de conjunto que opera 

treinando várias árvores de decisão (DT) e retornando a classe indicada pela maioria sobre todas 

as árvores do conjunto (KOTSIANTIS, 2007; SINGH, A; THAKUR; SHARMA, 2016). 

 A maioria dos "votos" de todas as árvores é usado para atribuir uma classe para cada 

dado desconhecido. Isso supera diretamente o problema de que qualquer uma das muitas 

árvores não é ótima, mas incorporando muitas árvores, deve-se obter uma ótima global. Essa 

idéia é estendida ainda mais, treinando cada árvore com seu próprio subconjunto gerado 

aleatoriamente dos dados de treinamento e também usando apenas um subconjunto das 

variáveis para essa árvore. A combinação de dados de treinamento reduzidos e número reduzido 

de variáveis significa que as árvores serão individualmente menos precisas, mas também serão 

menos correlacionadas, tornando o conjunto como um todo mais confiável (MAXWELL; 

WARNER; FANG, 2018). 

 A figura a seguir ilustra o processo de classificação Random Forest. 

 
4 Niwa T (2004) Prediction of biological targets using probabilistic neural networks and atom-type 

descriptors. J Med Chem 47:2645–2650 

FONTE: A autora (2019) 

LEGENDA: A rede recebe 35 caracteristicas de entrada. Possui 30 centros e uma camada de saída 
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FIGURA 9 - CLASSIFICAÇÃO RANDOM FOREST 

 

FONTE: DIMITRIADIS; LIPARAS (2018) 

LEGENDA: A nova instância passa por todas as árvores de decisão e recebe uma classificação em cada uma 
delas. Ao final a floresta calcula qual classe obteve mais votos e atribui a classe vencedora para a nova instância. 

 

3.5.8 SUPPORT VECTOR MACHINE (SVM) 

 Aprendizado SVM (Máquinas de Vetores de Suporte, do inglês Support Vector Machine) 

é um de vários métodos de aprendizado de máquina. Comparado com outros métodos de 

aprendizado de máquina, SVM é muito poderoso no reconhecimento de padrões sutis em 

conjuntos de dados complexos (HUANG et al., 2018). 

 Support Vector Machine (SVM) é um classificador originalmente criado visando a 

classificação binária (LIN & LIN, 2003). É um algoritmo complexo, que geralmente oferece alta 

acurácia. Também possui garantias teóricas que previnem o overfitting (SINGH, A; THAKUR; 

SHARMA, 2016). 

 O SVM representa os dados em um hiperplano e procura criar uma representação em 
que seja possível criar uma linha dividindo os dados dos dois rótulos, como na Figura 10. 
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FIGURA 10 - DIVISÃO DE HIPERPLANOS 

 

 
 Como SVM utiliza métodos kernel, a escolha de diferentes funções kernel irá resultar em 

diferentes SVM com diferentes performances. Entre as funções kernel mais conhecidas estão 

linear, polynomial, radial basis function, e gaussian (ZANATY, 2012). 

 Dependendo do kernel escolhido a solução do problema será mais adequada conforme 

vemos na Figura 11, onde um kernel linear não consegue solucionar o problema de dividir as 

formas entre triângulos azuis e círculos vermelhos mostrado em (a), mas que é resolvido em (b) 

com um não linear. Acredita-se que a melhor performance seja utilizando kernel não linear, 

porém há casos em que os dados podem ser separados com uma única linha (c), além disso o 

método linear também é mais rápido em relação ao processamento. 

FIGURA 11 - SOLUÇÕES COM SVM PARA A DIVISÃO DE DADOS NO HIPERPLANO 

 

FONTE: A autora (2019) 

FONTE: LORENA et al. (2007) 

LEGENDA: Divisão de hiperplanos para separar as instâncias em triângulo das instâncias em círculo 
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 Várias áreas da pesquisa utilizam de abordagens com SVM, como, por exemplo, 

reconhecimento de manuscritos (STUDHOLME; DIXON, 2003), reconhecer cartões de crédito 

fraudulentos, identificar voz, e detectar rostos (HUANG et al., 2018). Já aplicações biológicas de 

SVM envolvem a classificação de proteínas, sequências de DNA, perfis de expressão de 

microarray, tipos de câncer, entre outros (HUANG et al., 2018; NOBLE, 2006). 
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3.6 MÉTRICAS PARA AVALIAÇÃO DOS CLASSIFICADORES 

 O objetivo final dos modelos é generalização, ou seja, a habilidade de categorizar 

corretamente novas instâncias que diferem dos dados de treinamento (MEHTA; SCHWAB; 

SENGUPTA, 2011). 

 Uma preocupação especial ao usar classificadores poderosos, como métodos de 

aprendizado de máquina, é o overfitting. Isso ocorre quando o classificador mapeia os dados de 

treinamento de maneira tão precisa que não é capaz de generalizar bem (MAXWELL; WARNER; 

FANG, 2018). Ou seja, a rede pode “decorar” as respostas desejadas ao invés de aprender de 

fato e assim ela não conseguirá prever corretamente novos dados, mesmo que tenha atingido 

100% de acerto no treinamento.  

 Por esse motivo apenas a classificação correta não é sinal de que o melhor modelo foi 

encontrado. É aconselhável efetuar a classificação com um conjunto de dados desconhecido 

pelo modelo (teste e validação) e utilizar métricas de avaliação de performance. 

 As métricas amplamente utilizadas na área são a matriz de confusão (GHRITLAHRE; 

PRASAD, 2018), a acurácia, a sensibilidade (recall), a precisão, e o F1-Score (MIN; LEE; YOON, 

2016; ZHANG, YANPING et al., 2014).  

 Algumas métricas utilizadas no aprendizado de máquina podem não funcionar para dados 

limitados e não balanceados, que é o caso dos dados da bioinformática. Enquanto a acurácia 

mostra com frequência resultados enganosos, o F1-Score, a média harmônica da precisão e 

recall fornece valores de performance mais compreensíveis. (MIN; LEE; YOON, 2016) 

 A matriz de confusão contabiliza as instâncias classificadas pelo modelo e as apresenta 

da seguinte forma: 

 Verdadeiros Negativos (TN): instâncias falsas que foram classificadas como falsas 

 Falsos Positivos (FP): instâncias falsas que foram classificadas como verdadeiras 

 Falsos Negativos (FN): instâncias verdadeiras que foram classificadas como falsas 

 Verdadeiros Positivos (TP): instâncias verdadeiras que foram classificadas como 

verdadeiras 

A figura a seguir contém a representação adotada para a matriz de confusão: 
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FIGURA 12 - REPRESENTAÇÃO ADOTADA PARA A MATRIZ DE CONFUSÃO 

 

 

 A partir da matriz de confusão conseguimos calcular as métricas de avaliação. 

Selecionamos as métricas de acurácia, precisão, recall, e F1-score. 

 A acurácia é simplesmente uma taxa de erro do modelo. O quanto ele classifica o conjunto 

(KIRK, 2017).  

 Precisão é uma medida de quão pontual é a classificação. A pergunta feita é “de todas as 

correspondências positivas encontradas pelo modelo, quantas estavam corretas?” (KIRK, 2017). 

 O recall pode ser considerado como a sensibilidade do modelo. É uma medida de se todas 

as instâncias relevantes foram realmente analisadas (KIRK, 2017). Se refere à quantidade de 

vezes em que o resultado esperado é verdadeiro e o modelo o classifica como verdadeiro. 

 O F1-Score combina precisão e recall de modo a trazer um número único que indique a 

qualidade geral do modelo.  

 As fórmulas gerais para o cálculo das métricas são apresentadas na figura a seguir. 

 

 
 
 
 
 
 
 
 
 
 
 
 

FONTE: A autora (2019) 

LEGENDA: A matriz de confusão contém TN: Verdadeiros negativos; FP: Falso-positivos; FN: Falso-negativos; 
TP: Verdadeiros positivos; 
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FIGURA 13 - MÉTRICAS DE AVALIAÇÃO 

 

 
  
  

LEGENDA: Fórmulas gerais para o cálculo das métricas 
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3.7 BANCOS DE DADOS 

 Segundo Chen e Kurgan (2012),  nas últimas décadas houve o “rápido crescimento de 

bancos de dados biológicos que armazenam conteúdos relacionados à sequência de DNA e 

RNA, sequência e estrutura de proteínas, e outras estruturas macromoleculares”.   

 Atualmente existem muitos bancos de dados biológicos. Em nossas análises 

selecionamos bancos de dados públicos e consolidados com informações sobre sítios de ligação 

à proteína NtrC para efetuar o treinamento e os testes dos modelos classificadores. A seguir 

falaremos sobre os bancos de dados utilizados.  

3.7.1 EcoCyc 

A base de dados é descrita como: 

“Uma base de dados científica para a bactéria Escherichia coli K-12 MG1655. O 

projeto EcoCyc realiza curadoria baseada na literatura de todo o genoma e da 

regulação transcricional, transportadores e vias metabólicas.” 

EcoCyc(2017) 

3.7.2 Genome NCBI 

 O Genome NCBI (2019) é um dos bancos de dados mais conhecidos na bioinformática. 

Esse organiza informações sobre genomas, incluindo sequências, mapas, cromossomos, 

montagens e anotações. O acesso dessas informações é feito de forma gratuita e o banco de 

dados é atualizado constantemente.  

3.7.3 RegPrecise 

 O RegPrecise é um banco de dados para captura, visualização e análise de regulons de 

diversos fatores de transcrição. 

 Ela é descrita como um recurso da web para coleta, visualização e análise de regulons 

transcricionais reconstruídos por genômica comparativa, contendo uma coleção de regulons de 

referência com curadoria manual. A base ainda fornece acesso a interações regulatórias 

inferidas organizadas por propriedades filogenéticas, estruturais e funcionais (NOVICHKOV et 

al., 2013). 

3.7.4 RegulonDB 

 Segundo o site oficial (2019), o RegulonDB é um “banco de dados sobre regulação 

transcricional no Escherichia coli K-12, contendo conhecimento curado manualmente a partir de 
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publicações científicas originais, complementado com conjuntos de dados de alto rendimento e 

previsões computacionais abrangentes”. 

 RegulonDB é uma base de dados gratuita que permite a visualização e o download de 

conjuntos de dados curados experimentalmente e previsões computacionais. 
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4. MATERIAL E MÉTODOS 

 Obtivemos da base de dados curada do RegPrecise, disponível através do link 

http://regprecise.lbl.gov/RegPrecise/, sítios de ligação a fatores de transcrição (TFBS) para 

compor o conjunto de dados utilizado.  

 A partir da página web do Genome NCBI, cujo acesso é feito através do link 

http://www.ncbi.nlm.nih.gov/genome/, fizemos o download dos genomas de referência utilizados 

durante as etapas.  

 Utilizamos o software EasyFan para a implementação da rede FAN. O programa foi 

desenvolvido de forma a facilitar o treinamento e usabilidade de redes FAN e está disponível 

para download através do link http://sourceforge.net/projects/easyfan/. 

 Utilizamos o MATLAB na versão R2012b para fazer as implementações das redes MLP, 

SVM e RBF e para desenvolver o NtrC Finder. Posteriormente refizemos as análises utilizando 

a versão R2018a para verificar se os algoritmos classificadores permanecem com a mesma 

implementação nas versões mais recentes. 

 Utilizamos o ambiente de desenvolvimento (IDE) Spyder 3.3.3 com a linguagem Python 

3.7 e a biblioteca sklearn para fazer as implementações dos métodos de aprendizagem Decision 

Tree, K-Nearest Neighbor, Naive Bayes, e Random Forest. Todos os pacotes foram instalados 

automaticamente com Anaconda Navigator, uma interface gráfica para gerenciar distribuições 

de Python, módulos, e ambientes de trabalho, que pode ser baixada através do link 

http://docs.anaconda.com/anaconda/navigator/. 

 Coletamos do RegulonDB, disponível através do link http://regulondb.ccg.unam.mx/, todos 

os sítios de ligação à NtrC encontrados para Escherichia coli k-12 para fazer a comparação de 

sítios encontrados pelos diferentes classificadores implementados. 

 Utilizamos a linguagem de programação Python 3.6 e a biblioteca BioPython no 

desenvolvimento da ferramenta GBK2TABLE para disponibilizar o resultado do NtrC Finder em 

formatos adicionais. O Python é gratuito e disponível para download para todos os sistemas 

operacionais através do link http://www.python.org/downloads/. A biblioteca BioPython possui 

ferramentas para biologia computacional e seu site oficial (http://biopython.org/) contém o link 

para download da biblioteca, além de tutoriais.  

 Para o desenvolvimento da ferramenta web utilizamos a linguagem de programação PHP 

e o framework Foundation 6 pela sua capacidade de facilitar a criação de páginas web 
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responsivas e agradáveis ao usuário. A página oficial do Foundation (http://foundation.zurb.com/) 

oferece tutoriais para instalação, utilização e até alguns componentes prontos.  

 Para disponibilizar o GBK2TABLE utilizamos o framework Flask no desenvolvimento do 

webserver e o Bootstrap 4 para customização da interface. A documentação do Flask está 

disponível em http://flask.palletsprojects.com/en/1.1.x/installation/ e a página oficial do Bootstrap 

é http://getbootstrap.com/. 

 Para a análise do resultado obtido pelo NtrC Finder com o genoma Escherichia coli str. K-

12 substr. MG1655 utilizamos a base de dados EcoCyc e a ferramenta Sigma54 Finder . A base 

EcoCyc, disponível através do link https://ecocyc.org/, contém curadoria baseada na literatura de 

todo o genoma de Escherichia coli K-12 MG1655, incluindo regulação transcricional, 

transportadores e vias metabólicas. A ferramenta web Sigma54 Finder identifica sítios de ligação 

ao sigma 54 a partir de um arquivo GenBank (FERREIRA et al., 2018) e está disponível através 

do endereço http://200.236.3.16/s54.php. 

 Também fizemos análises referentes a interações entre genes com a ferramenta STRING 

versão 11, disponível através do link https://string-db.org/, que oferece a visualização da rede 

regulatória entre um grupo de proteínas.  

 Para a visualização dos genomas completos utilizamos o software Artemis, uma 

ferramenta gratuita para anotação de genomas que permite a visualização de sequências 

(CARVER et al., 2012). A página oficial da ferramenta é 

https://www.sanger.ac.uk/science/tools/artemis. 
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5. MODELO PROPOSTO 

 A identificação experimental dos sítios de ligação aos fatores transcrição (TFBS) em um 

genoma é um trabalho complexo e geralmente de alto custo. Nosso método automatizado propõe 

a utilização de redes neuronais para focar apenas em um fator de transcrição e seus múltiplos 

sítios de ligação ao longo do DNA.  

 A FIGURA 14 apresenta as etapas necessárias para o desenvolvimento do projeto.  

Primeiramente recuperamos sequências de TFBS de bancos de dados públicos. Em seguida 

iniciamos o pré processamento, que inclui as etapas de extração de características das 

sequências, a divisão das sequências em dois conjuntos, e a escolha dos classificadores e seus 

parâmetros.  

 No pós-processamento efetuamos o treinamento dos classificadores, testamos os 

classificadores treinados e os avaliamos utilizando métricas reconhecidas. Selecionamos o 

classificador que obteve as melhores métricas para ser utilizado no desenvolvimento da função 

NtrC Finder. 

 Com a ferramenta pronta, fizemos um estudo de caso utilizando o genoma completo de 

Escherichia coli str. K-12 substr. MG1655 e ao avaliar o resultado verificamos a alta quantidade 

de falso-positivos. Desenvolvemos uma técnica para reduzir os falso-positivos que consiste em 

utilizar sequências de DNA selecionadas aleatoriamente de três genomas bacterianos. Essas 

novas sequências foram adicionadas ao conjunto de dados inicial (representado pela seta 

tracejada azul) e todos os processos foram refeitos. Quando verificamos que o número de sítios 

encontrados estava aceitável, demos continuidade nas etapas. Ao executar novamente o estudo 

de caso analisamos os resultados obtidos pela rede classificadora para o genoma de E. coli e 

comparamos com dados da literatura e bancos de dados especializados. 

 Desenvolvemos o GBK2TABLE, uma função adicional que recebe a anotação gerada pela 

ferramenta e cria uma tabela. Após a etapa de desenvolvimento do GBK2TABLE e sua interface 

web, executamos a ferramenta NtrC Finder com genomas diazotróficos, utilizamos o 

GBK2TABLE para padronizar as anotações, e disponibilizamos os resultados no banco de dados 

do sistema. Disponibilizamos as ferramentas de predição NtrC Finder e de conversão 

GBK2TABLE na interface web. 

 Por fim, comparamos a performance do NtrC Finder com outros métodos computacionais 

de predição. 
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FIGURA 14 - ETAPAS DO DESENVOLVIMENTO 

 

 

 

5.1 CONJUNTO DE DADOS PARA OBTENÇÃO DE PADRÕES  

 A qualidade dos dados interfere na qualidade do resultado. Visando obter a maior 

quantidade de dados com boa qualidade optamos por utilizar a base de dados curada 

RegPrecise.  

 A partir do RegPrecise obtivemos sequências utilizadas para “integrar” o conjunto de 

dados utilizados para o treinamento e teste dos classificadores. Isso é contextualizado na Figura 

15 e explicado detalhadamente nos subtópicos a seguir.  

 

 

FONTE: A autora (2019) 
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FIGURA 15 - COMPONENTES DO CONJUNTO DE DADOS 

 

  

 
 

5.1.1 Sequências Para Padrões Corretos 

 Depois de uma interação inicial percebemos que entre os dados disponibilizados na base 

encontra-se regulons cujo o fator de transcrição é a proteína NtrC. Selecionamos do RegPrecise 

todos os regulons cujo fator de transcrição é o NtrC o que contabilizou 921 sítios de ligação em 

169 genomas diferentes e salvamos esses dados em um arquivo multifasta. A lista completa dos 

genomas e dos genes regulados por NtrC está disponível no Anexo I. 

5.1.2 Sequências Para Padrões Incorretos 

 A fim de constituir o conjunto de dados classificados como falsos (ou seja, a região do 

sítio de ligação não remete a um sítio de ligação à NtrC), fizemos uma nova consulta no 

RegPrecise procurando por regulons de outros fatores de transcrição, mas cujo o sítio de ligação 

tenha o mesmo tamanho (17bp). Também foi dada preferência para fatores de transcrição que 

atuam nas mesmas bactérias que o NtrC.  

 Selecionamos 921 sequências dos fatores de transcrição FadR, LldR, MetR, NagQ, GguR, 

GlcC, Fur, HexR, e FixJ. A lista de genomas utilizados, genes, e uma breve descrição dos TFs 

está disponível no Anexo II.

FONTE: A autora (2019) 

LEGENDA: Os dados, provenientes de diferentes fontes e representados por paralelogramas, foram agrupados 
em um único conjunto de dados, representado pelo triângulo no centro da figura. Esse conjunto de dados foi 

utilizado nas etapas seguintes. 
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5.1.3 Sequências Aleatórias Para Padrões Incorretos 

 Geramos 921 sítios de ligação aleatórios. Esse processo, utilizado anteriormente por 

Ferreira e colaboradores (2018), consiste em criar um arquivo multifasta com sequências de 17 

caracteres que representam os nucleotídeos (A, T, C, e G) através do software MATLAB. Com 

isso visamos incluir regiões sem representatividade biológica real classificados como incorretos 

no conjunto de dados  

5.1.4 Sequências Adicionais Para Padrões Incorretos 

 Após treinar as redes com os primeiros 3 conjuntos de dados e fazer o teste com genoma 

completo de E. coli observamos que o modelo retornou 6720 sítios de ligação, o que já era 

esperado após a revisão de literatura sobre o histórico de altos falso-positivos para preditores de 

motifs.  

 Optamos por desenvolver um novo conjunto de sequências incorretas porém provenientes 

de genomas reais. A partir dos genomas de Escherichia coli str. K-12 substr. MG1655, 

Pseudomonas aeruginosa PAO1, e Vibrio cholerae str. N16961 retiramos pedaços de 

sequências de dentro de genes, sequências com direção oposta de leitura, regiões distantes de 

coding sequences (CDs), e sequências de anotações anteriores incorretas e conseguimos 

12.298 sequências. Esse conjunto adicional foi classificado como falso e “integrado” no conjunto 

de sequências, então todos os processos posteriores foram refeitos. 

 Com essa abordagem procuramos enriquecer o conjunto para treinamento e melhorar a 

sensibilidade dos classificadores: Como o classificador terá de lidar com uma grande quantidade 

de sequências para classificar, aumentamos notavelmente o conjunto de sequências falsas, a 

fim de fazer com que a rede aprenda as várias aparências de sequências incorretas (uma 

sequencia aparentemente correta pode não ser um sítio verdadeiro por diversos motivos). 

 Antes da inclusão do conjunto adicional o NtrC Finder identificava 6270 TFBS para E coli. 

Após a integração o número de TFBS encontrado caiu para 112 sequências. 
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5.2 EXTRAÇÃO DE CARACTERÍSTICAS 

 A performance dos algoritmos de aprendizado de máquina em geral depende fortemente 

de representações dos dados, chamadas de características. Essas características são definidas 

pelo pesquisador, que utiliza todo o seu conhecimento para traçar quais características são mais 

apropriadas (MIN; LEE; YOON, 2016). 

 Nesse tópico apresentamos como foram obtidas as 35 características utilizadas como 

entrada para as redes. 

 

5.2.1 Características 1 a 15 

 Para testar combinações entre os nucleotídeos de cada sequência adotamos uma 

estratégia de representação vetorial utilizada por De Pierri e colaboradores (2020) no 

desenvolvimento da ferramenta SWeeP, cujo objetivo é representar conjuntos de dados de 

grandes seqüências biológicas em vetores compactos. A estratégia se baseia em k-mers 

espaçados (BODEN et al., 2013) com janela deslizante cujo tamanho é de 3 nucleotídeos com 1 

descartado. Assim combinamos o primeiro e o terceiro nucleotídeo e ignoramos o segundo 

nucleotídeo (do meio). Resta então uma lista de N pares de nucleotídeos. É criada uma matriz 

4x4 para registrar cada possibilidade de combinação de bases. Marcamos 1 bit nas posições 

referentes a ocorrência de cada par de nucleotídeos. As posições onde não houve combinação 

permanecem desligadas (bit 0). Por fim a matriz é linearizada, dando origem a um vetor binário 

de tamanho 16. Esse processo é resumido na Figura 16 porém explicado integralmente por De 

Pierri e colaboradores (2020). 
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FIGURA 16 - REPRESENTAÇÃO VETORIAL BINÁRIA DA SEQUÊNCIA DE NUCLEOTÍDEOS 

 

FONTE: A autora (2019) 

LEGENDA: (a) A sequência é dividida para cada 3 nucleotídeos. Para formar os pares de nucleotídeos utiliza-se o 
primeiro e o terceiro nucleotídeo e ignora-se o segundo. Esse processo é feito até o fim da sequência. (b) Os 

pares de nucleotídeos tem sua ocorrência marcada na matriz binária (c) A matriz é linearizada por colunas. As 
posições vazias da matriz são consideradas 0. 

  

 A segunda etapa dessa abordagem também é baseada no trabalho de De Pierri e 

colaboradores (2020). Enquanto a abordagem do SWeeP projeta a matriz binária em uma base 

ortonormal para diminuir o tamanho da representação dos aminoácidos sem perder informações, 

a nossa abordagem consiste em projetar o vetor binário em uma base ortonormal para modificar 

a projeção dos atributos a fim de melhorá-los. 

 Sendo assim o vetor binário obtido durante a primeira etapa é projetado em uma base 

ortonormal. Fizemos testes utilizando bases de diversos tamanhos.  

 Esse processo, caracterizado na Figura 17, foi feito da seguinte forma: Geramos bases 

ortonormais com dimensões de tamanho 10, 30, 50, 100, e 200, e projetamos o vetor binário 

para essas bases.  
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FIGURA 17 - PROJEÇÕES DO VETOR BINÁRIO 

 

 
 Testamos o comportamento dos modelos classificadores com todas as projeções e 

escolhemos a base ortonormal de tamanho 30, pois essa se manteve consistente e forneceu 

resultados bons em todos os modelos testados. A base ortonormal de tamanho 30 resulta em 

uma matriz com 16 linhas e 15 colunas. A projeção do vetor binário na base de tamanho 30 

resulta em um vetor com 15 colunas. Essas 15 colunas são estabelecidas como as 15 primeiras 

características da sequência. 

  

FONTE:  A autora (2019) 
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5.2.2 Características 16 a 32 

 Para obter mais características que representem as sequências candidatas utilizamos a 

estratégia apresentada por Ferreira e colaboradores (2018). Essa consiste em utilizar como 

características para cada sequência candidata: sua conversão para números, seu alinhamento 

com a sequência consenso, e seu alinhamento com a sequência anticonsenso. A seguir 

explicamos como foi feita a extração de cada uma dessas características.  

Codificamos a sequência dos 17 nucleotídeos para números através da função dna2num 

que recebe os nucleotídeos e converte cada um deles em um número conforme a tabela a seguir.  

TABELA 1 - CONVERSÃO DE NUCLEOTÍDEOS 

Nucleotídeo Número 

A 0 

C 1 

G 2 

T 3 

 

Assim, conforme a FIGURA 18 mostra, uma sequência qualquer “AGTCTAAGC” em (A) 

se torna uma sequência de números (B). Com esse processo o conjunto de 17 nucleotídeos 

passam a ser as novas 17 características.  

FIGURA 18 - EXEMPLO DE CONVERSÃO DE NUCLEOTÍDEOS 

 

 
 

5.2.3 Característica 33 

 Utilizamos as sequências verdadeiras obtidas através do RegPrecise e a função 

seqconsensus do MATLAB para gerar a sequência consenso do NtrC. Essa sequência, 

apresentada na figura a seguir, é confirmada pela literatura (MERRICK & EDWARDS, 1995; 

FONTE: A autora (2019) 

LEGENDA: Conversão de uma sequência aleatória de nucleotídeos (A) para uma string de números (B) 
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RegulonDB, 2019) e não representa grau de conservação dos nucleotídeo para cada posição da 

sequência, visto que o objetivo é apenas obter ilustrar de forma melhor a sequência consenso 

de nucleotídeos.  

  

FIGURA 19 - SEQUÊNCIA CONSENSO DA NTRC 

 

 
 
 Para cada sequência candidata fazemos o alinhamento com a sequência consenso e 

contabilizamos os nucleotídeos que se encaixam no consenso, conforme o método utilizado por 

Ferreira e colaboradores (2018). O resultado é utilizado como característica.  

 

5.2.4 Característica 34 

 Assim como Ferreira e colaboradores (2018), fizemos o mesmo processo descrito no 

subtópico anterior porém utilizando a sequência anticonsenso. A sequência anti consenso 

(FIGURA 20) foi gerada através das sequências verdadeiras e da função anticonsensus 

desenvolvida no MATLAB, e contém os nucleotídeos menos frequentes para cada posição.  

 
FIGURA 20 - SEQUÊNCIA ANTI-CONSENSO DA NTRC 

 

 

FONTE: A autora (2019) 

LEGENDA: Sequência consenso dos sítios de ligação à NtrC utilizando 921 sítios confirmados. 

FONTE: A autora (2019) 

LEGENDA: Sequência anti-consenso dos sítios de ligação à NtrC utilizando 921 sítios confirmados. 
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5.2.5 Característica 35 

 
Contabilizamos também o número de vezes em que a subsequência ‘TGCA’ ocorre na 

sequência candidata. Essa subsequência é bem conservada nos sítios de ligação à NtrC e isso 

é evidenciado tanto pela literatura, quanto pela sequência consenso obtida (FIGURA 19). 
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5.3 DIVISÃO DOS CONJUNTOS 

Para os procedimentos de treinamento e teste dos modelos foram escolhidas, de forma 

aleatória, 50% do total de sequências. Assim tanto o conjunto de treinamento quanto o de testes 

possui 7530 sequências. 

 

5.4 PARÂMETROS DOS MODELOS CLASSIFICADORES 

 Para o modelo DT utilizamos os critérios de impureza de entropia e de gini index para 

verificar qual classificador é superior. 

 Para o modelo FAN fizemos o treinamento contínuo e o treinamento limitado a 5000 

épocas. Os resultados foram muito semelhantes, então optamos por utilizar 5000 épocas para 

tornar a etapa de treinamento mais rápida. 

 Para o modelo KNN utilizamos vizinhança de tamanho 5 e métrica de distância euclidiana. 

 Para o modelo MLP, utilizamos valores diferentes de camadas de entrada e ocultas a fim 

de verificar qual era a melhor configuração para o conjunto de dados utilizados. Fizemos 

combinações alternando entre maior número de camadas de entrada e maior número de 

camadas ocultas. Os testes foram feitos com: 1 camada de entrada e 2 ocultas, 3 camadas de 

entrada e 5 ocultas, 5 camadas de entrada e 2 ocultas, e 5 camadas de entrada e 7 ocultas. 

 Para o modelo NB não foi necessário informar parâmetros. 

 Para o modelo RBF utilizamos os seguintes números de centro: 10, 20, 30, 40, e 500. 

 Ambos os classificadores do modelo RF contém 40 árvores de decisão. Geramos 

classificadores com os critérios de impureza de entropia e de gini index. 

 Para o modelo SVM não foi necessário passar parâmetros extras além do conjunto de 

dados. Utilizamos kernel com função linear, função RBF, e função polinomial. 
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6. RESULTADOS E DISCUSSÃO 

 Nessa seção apresentamos, seguindo a ordem cronológica de obtenção do resultado, 

cada resultado e suas discussões pertinentes. 

6.1 COMPARAÇÃO DE MODELOS CLASSIFICADORES 

 Utilizamos as métricas apresentadas no Tópico 3.6 para avaliar os classificadores.  

 A TABELA 2 apresenta os modelos e os parâmetros de cada um dos classificadores 

treinados, seguido pelos valores calculados em cada métrica. Com essa tabela conseguimos 

analisar a performance de cada classificador.  

 O primeiro método de classificação apresentado na tabela é o Decision Tree (DT), que foi 

treinado com os critérios de impureza Gini Index e Entropia e atingiu F1-Score de 72,18% e 

71,20%, respectivamente. Na matriz de confusão verificamos que das 7067 sequências falsas, 

6935 foram classificadas corretamente (TN), e 132 se tornaram falso-positivos (FP). Por outro 

lado das 463 sequências verdadeiras, 127 foram classificadas como falsas (FN) e 336 foram 

classificadas corretamente (TP). 

 A rede FAN atingiu resultados acima da média em todas as métricas, com destaque para 

as métricas acurácia e F1-Score, onde obteve 98,63% e 88,72% respectivamente. Essas 

métricas possuem resultados melhores ao ser comparado com as outras redes. Ao voltar a 

análise para a matriz de confusão verificamos que das 7067 sequências falsas, 7022 foram 

classificadas corretamente (TN), e apenas 45 se tornaram falso-positivos (FP). Por outro lado 

das 463 sequências verdadeiras, 58 foram classificadas como falsas (FN) e 405 foram 

classificadas corretamente (TP). Com esses dados comprovamos que a alta precisão da rede 

FAN a torna mais resistente à falso-positivos em comparação com os outros modelos testados 

para o problema proposto. 

 Utilizamos o algoritmo KNN com vizinhança de tamanho 5 e métrica euclidiana. A 

execução utilizando o conjunto de teste atingiu 97,09% de acurácia e 77,63% de F1-Score. Como 

o método não efetua treinamento, um novo modelo é criado para cada conjunto de dados 

recebido, o que torna essa solução lenta ao utilizar grandes conjuntos de dados.  

 Verificamos que para a rede neuronal MLP o resultado com poucas camadas se mostra 

satisfatório em relação a acurácia, mas o melhor resultado para esse modelo foi com 3 camadas 

de entrada e 5 ocultas, onde atingiu o F1-Score de 77,85%. Apesar disso seus resultados foram 

superados pelos classificadores FAN, RF, e SVM.  
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 Naive Bayes (NB) é um modelo muito conhecido que atingiu 95,64% de acurácia e 71,58% 

de F1-Score. O resultado obtido demonstra que o problema apresentado pode ser resolvido com 

esse classificador, mas conforme o esperado verificamos que outros métodos obtiveram 

resultados superiores. 

 As redes RBF tiveram problemas para classificar corretamente os dados em todos os 

números de centro testados, pois consideraram quase todas as sequências verdadeiras como 

incorretas. Essa dificuldade de classificação torna-se evidente com as métricas de precisão e de 

recall utilizadas. A precisão de todas as redes RBF chegaram em 100% porque as poucas 

sequências que foram classificadas como verdadeiras eram realmente verdadeiras e nenhuma 

sequência falsa foi classificada como verdadeira. Já o recall de todas as redes RBF se mostra 

baixo, variando de 0,86% a 8,21%, isso porque a métrica verifica como foram classificadas as 

sequências verdadeiras e conclui que a maioria foi classificada erroneamente como falsa. Por 

essa razão o F1-Score, que leva em consideração os valores obtidos nas métricas de precisão 

e de recall, também obteve valor baixo. 

 Random Forest utiliza mais de uma árvore de decisão (DT). Treinamos dois modelos 

utilizando 40 árvores de decisão e diferentes critérios de impureza, onde entropia foi considerado 

o melhor critério para esse caso por atingir o F1-Score de 82,31%. 

 O modelo SVM que utiliza função linear obteve acurácia e F1-Score satisfatórios, 

chegando a atingir 97,45% de acurácia e 77,93% de F1-Score. O melhor classificador do modelo 

SVM utilizou função polinomial como kernel e obteve acurácia de 97,86% e F1-Score de 82,82%. 

 

 
TABELA 2 - AVALIAÇÃO DOS CLASSIFICADORES 

Modelo Parâmetros Acurácia Precisão Recall F1-Score 
Matriz de 
Confusão 

DT Critério de Impureza: Gini Index 96,56 71,79 72,57 72,18 6935 132 
            127 336 
DT Critério de Impureza: Entropia 96,35 69,11 73,43 71,20 6915 152 
            123 340 
FAN 5000 épocas 98,63 90,00 87,47 88,72 7022 45 
            58 405 
KNN k=5 de vizinhança (default), métrica: 

standard Euclidean metric 
97,09 73,64 82,07 77,63 6931 136 

          83 380 
MLP 1 camada de entrada e 2 ocultas 97,42 87,47 67,82 76,40 7022 45 
            149 314 
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MLP 3 camadas de entrada e 5 ocultas 97,66 82,54 78,62 80,53 6990 77 
            99 364 
MLP 5 camadas de entrada e 2 ocultas 97,48 85,45 71,06 77,59 7011 56 
            134 329 
MLP 5 camadas de entrada e 7 ocultas 97,45 90,45 65,44 75,94 7035 32 
            160 303 
NB - 95,64 59,77 89,20 71,58 6789 278 
            50 413 
RBF 10 centros 93,90 100,00 0,86 1,71 7067 0 
            459 4 
RBF 20 centros 93,92 100,00 1,08 2,14 7067 0 
            458 5 
RBF 30 centros 93,93 100,00 1,30 2,56 7067 0 
            457 6 
RBF 40 centros 93,93 100,00 1,30 2,56 7067 0 
            457 6 
RBF 500 centros 94,36 100,00 8,21 15,17 7067 0 
            425 38 

RF 
40 árvores e Critério de Impureza: Gini 
Index 97,78 92,29 69,76 79,46 7040 27 

            140 323 

RF 
40 árvores e Critério de Impureza:  
Entropia 98,05 92,93 73,87 82,31 7041 26 

            121 342 
SVM Função linear 97,61 83,93 75,59 79,55 7000 67 
            113 350 
SVM Função RBF 94,30 100,00 7,34 13,68 7067 0 
            429 34 
SVM Função Polinomial 97,86 81,86 83,80 82,82 6981 86 
            75 388 

 
  
 
 
 

FONTE: A autora (2019) 

LEGENDA: Nas duas primeiras colunas identificamos os modelos treinados e seus parâmetros. Nas colunas 
seguintes temos as métricas de avaliação calculadas: A acurácia corresponde a taxa de sequências 

classificadas corretamente. A precisão calcula quantas sequências classificadas como verdadeiras são 
realmente verdadeiras. O recall verifica como as sequências verdadeiras foram classificadas. O F1-Score 

combina os resultados obtidos nas métricas de precisão e recall. Na matriz de confusão são apresentados na 
primeira linha os verdadeiros negativos (TN) e os falso-positivos (FP) e na segunda linha os falso-negativos 
(FN) e os verdadeiros positivos (TP). O conjunto de testes utilizado contém 7067 sequências falsas e 463 

sequências verdadeiras. Consideramos o F1-Score como critério de desempate portanto o classificador com 
avaliação mais alta é a rede FAN, que obteve 88,72% 
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 Para descobrir a taxa de perda para cada modelo, isso é, quantas sequências são 

perdidas por cada classificador, submetemos as 921 sequências verdadeiras para todos os 

classificadores treinados. 

 Na TABELA 3 apresentamos os modelos seguidos pelo número de sequências perdidas 

(FN), número de sequências recuperadas (TP), e porcentagem de acerto (Acerto). 

 Os modelos baseados em árvores (Decision Trees e Random Forest) chegam a acertar 

entre 84 e 86% das sequências verdadeiras.  

 A rede FAN obteve a terceira menor perda de sequências, com taxa de acerto de 87,62%. 

Alinhando essa taxa de acerto com a análise feita na tabela 2, concluimos que essa rede 

neuronal consegue recuperar a maioria das sequências verdadeiras enquanto mantém a taxa de 

falso-positivos baixa, sendo assim a mais indicada para a solução do problema proposto. Por 

essa razão a rede neuronal FAN foi escolhida para integrar a ferramenta NtrC Finder. 

 O classificador KNN também obteve um bom resultado, visto que sua porcentagem de 

acerto é de 85,34%. 

 Entre as redes MLP a que atingiu o maior acerto (81%) utiliza 3 camadas de entrada e 5 

camadas ocultas. 

 O classificador NB obteve o segundo melhor resultado, chegando a recuperar 89,69% das 

sequências verdadeiras. 

 As redes RBF continuaram a apresentar problemas em sua classificação entretando o 

teste com 500 números de centro chegou a 74,59%. 

 O modelo SVM utilizando como kernel a função polinomial perdeu o menor número de 

sequências verdadeiras, chegando a 91,8% de acerto na classificação.  

 Para decidir o classificador utilizado pelo NtrC Finder fizemos a análise utilizando os dados 

de teste (Tabela 2) e os dados verdadeiros (Tabela 3). Assim, como apresentado na TABELA 2, 

os modelos SVM e Naive Bayes tendem a gerar falsos-positivos, ou seja, classificar sequências 

incorretas como verdadeiras. Esse fator diminuiu seu F1-Score e por isso optamos pela utilização 

da rede FAN. 
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TABELA 3 - TAXA DE RECUPERAÇÃO DE TFBS VERDADEIROS 

Modelo Parâmetros FN TP Acerto 
DT Gini Index 127 794 86,21% 
DT Entropia 123 798 86,64% 
FAN 5000 épocas 114 807 87,62% 
KNN k=5, euclidean metric 135 786 85,34% 
MLP 1 camada de entrada e 2 ocultas 295 626 67,97% 
MLP 3 camadas de entrada e 5 ocultas 175 746 81,00% 
MLP 5 camadas de entrada e 2 ocultas 265 656 71,23% 
MLP 5 camadas de entrada e 7 ocultas 331 590 64,06% 
NB - 95 826 89,69% 
RBF 10 centros 902 19 2,06% 
RBF 20 centros 889 32 3,47% 
RBF 30 centros 878 43 4,67% 
RBF 40 centros 868 53 5,75% 
RBF 500 centros 234 687 74,59% 
RF 40 árvores, Gini Index 141 780 84,69% 
RF 40 árvores, Entropia 121 800 86,86% 
SVM Função linear 429 492 53,42% 
SVM Função RBF 425 496 53,85% 
SVM Função Polinomial 75 846 91,86% 

 

 
 

  

FONTE: A autora (2019) 

LEGENDA: Nas duas primeiras colunas identificamos os modelos treinados e seus parâmetros. Na coluna 
seguinte temos a porcentagem de acerto do classificador. Em seguida temos a matriz de confusão parcial onde 

são apresentados na primeira linha os falso-negativos (FN) e os verdadeiros positivos (TP). O conjunto de 
testes utilizado contém as 921 sequências verdadeiras. Após comparar os resultados verificamos que o 
classificador que conseguiu recuperar a maior quantidade de sequências verdadeiras é o SVM utilizando 

função polinomial. 
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6.2 NTRC FINDER 

 De acordo com a definição de Gao e colaboradores (2018) apresentada anteriormente, o 

método de preditor que utilizamos nesse trabalho é considerado tradicional. Assim, com uma 

janela deslizante obtemos todas as sequências candidatas em uma sequência de DNA e 

verificamos se cada uma delas equivale a um possível sítio de ligação à NtrC. Para fazer essa 

verificação utilizamos uma rede neuronal artificial. A seguir explicamos o NtrC Finder:  

 Construimos o NtrC Finder utilizando o MATLAB. A função abre o arquivo Genbank 

contendo o genoma da bactéria e extrai a sequência intergênica completa. A seguir utiliza janela 

deslizante para testar todas as possibilidades para cada sequência de 17bp. Por estarmos 

interessados nos resultados que encontraríamos, não restringimos a busca para apenas regiões 

promotoras de genes.  

 As sequências obtidas então passam pelo mesmo processo de extração de características 

usado no treinamento e essas são passadas para a rede. O NtrC Finder anota as sequências 

classificadas como positivo em um arquivo .gbk, o qual pode ser aberto em softwares de 

visualização de genoma. Essas etapas estão resumidas na Figura 21. 
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FIGURA 21 - PROCESSOS DO NTRC FINDER 

 

 
 

 Para confeccionar a Figura 22 abrimos o arquivo de anotação dos sítios apontados pelo 

NtrC Finder com o visualizador de genomas Artemis. Na figura é possível verificar dois sítios de 

ligação (azul escuro) próximo ao gene glnA em E. coli. Esses sítios foram preditos pela rede e 

confirmados pela literatura.  

  

FONTE: A autora (2019) 

LEGENDA: O NtrC Finder recebe um arquivo GenBank como parâmetro de entrada, realiza os processos 
indicados pelos retângulos verdes, e cria um arquivo GenBank para anotar os resultados encontrados. 
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FIGURA 22 - VISUALIZAÇÃO DE TFBS ATRAVÉS DO ARTEMIS 

 

 

6.3 GBK2TABLE 

 O GBK2TABLE é uma ferramenta adicional que permite salvar as informações dos TFBS 

em um arquivo texto, eliminando a necessidade de utilizar um visualizador de genoma para 

entender o contexto dos sítos preditos. 

 Desenvolvemos o script do GBK2TABLE utilizando Python 3 e BioPython. A ferramenta 

recebe o genoma da bactéria (arquivo .gbff, .gb, ou .gbk) e a anotação resultante da rede (arquivo 

.gbk) e gera um arquivo texto (.txt) contendo as informações do operon em que o TFBS se 

encontra. 

 O conteúdo do arquivo de saída segue formato tabular e possui as informações do sítio 

de ligação (sequência, posições de início, de fim, direção de leitura do DNA) e do gene mais 

próximo (distância até o gene, posição de início, de fim, e nome do gene).  

 O arquivo texto utiliza o caractere de vírgula (,) como separador, tornando mais fácil a 
conversão para arquivos de tabela, como os utilizados para visualizar planilhas. Na imagem a 
seguir (FIGURA 23) evidenciamos no arquivo texto gerado pelo GBK2TABLE os mesmos sítios 
de ligação vistos na  
FIGURA 22.  

FONTE: A autora (2019) 

LEGENDA: Os trechos em azul claro indicam genes. Os trechos em azul escuro indicam TFBS preditos pelo 
NtrC Finder 
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FIGURA 23 - ANOTAÇÃO DAS INFORMAÇÕES DO TFBS EM ARQUIVO 

 

 
  

 Atualmente utilizamos o GBK2TABLE para disponibilizar as anotações do NtrC Finder na 

ferramenta web. Em breve pretendemos oferecer acesso ao GBK2TABLE, tornando-se assim 

mais uma ferramenta auxiliar de bioinformática.  

 

6.4 ESTUDO DE CASO COM ESCHERICHIA COLI  

 Executamos o NtrC Finder com o genoma completo de Escherichia coli str. K-12 substr. 

MG1655 (NC_000913) e obtivemos 112 sítios de ligação à NtrC.  

 Utilizamos a ferramenta GBK2TABLE para converter a anotação para o formato tabular e 

recuperar as informações relacionadas à cada gene. Em seguida complementamos a tabela com 

as informações sobre o operon e comparamos os sítios de ligação candidatos com os sítios de 

ligação disponíveis na base EcoCyc. Com esse processo validamos uma parte dos resultados 

através das evidências que o EcoCyc reúne. 

 Como forma de validar o resultado para genes em que ainda não é conhecida a relação 

com NtrC, e sabendo que NtrC ativa dependentes do fator Sigma 54, decidimos procurar por 

interações com esse fator. Utilizamos então as informações relacionadas ao Sigma 54 advindas 

do EcoCyc e fizemos uma busca por sítios de ligação ao Sigma 54 através da ferramenta 

Sigma54 Finder. 

FONTE: A autora (2019) 

LEGENDA: Cada linha traz informações de um TFBS diferente. As informações são separadas por vírgula. 
Seguindo a ordem das colunas temos a sequência do sítio de ligação,  a posição de início do TFBS, a posição 
final do TFBS, o sentido de leitora, a distância (em bp) até o gene mais próximo, a posição inicial do gene, a 

posição final do gene, e o nome do gene. 
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 Com o resultado dessas análises desenvolvemos a TABELA 4 - SÍTIOS DE LIGAÇÃO À 

NTRC EM E. COLI MG1655 (NC_000913). Nessa tabela reunimos as informações relacionadas 

ao sítio de ligação candidato (a sequência em “TFBS Sequence”, a posição inicial em “TFBS 

start”, a posição final em “TFBS end”, o sentido de leitura em “strand”, a distância até o gene em 

“distance”), ao gene (posição inicial em “gene start”, posição final em “gene end”, o nome do 

gene em “gene name”, o nome do operon em “Transcription Units”), verificamos se o sítio de 

ligação é confirmado pelo EcoCyc (coluna “NtrC Ecocyc”), e se existe presença do fator de 

transcrição Sigma 54 no operon (utilizando confirmação através do EcoCyc na coluna “s54 

Ecocyc” e busca com a ferramenta preditora Sigma54 Finder na coluna “s54 Finder”).  

 Ao concluir a tabela pudemos fazer as análises a seguir. 

 Alguns sítios de ligação candidatos contam com a presença de sequências promotoras 

reconhecidas de sigma 70 e sigma 32 em seus operons. Em Azospirillum brasilense o NtrC 

regula a  expressão do gene glnB ao ativar ou suprimir os promotores glnBp2 - σN e glnBp1 - σ70 

(HUERGO, 2006). Levando isso em consideração abre-se a hipótese de que NtrC não dependa 

exclusivamente do fator de transcrição sigma 54 e possa regular também promotores tipo 

sigma70 de maneira análoga ao  promotor glnBp1 de A. brasilense. 

 O NtrC Finder costuma apontar sítios de ligação em que não há confirmações pela 

literatura, mas ao comparar seus resultados com os sítios encontrados pela ferramenta Sigma54 

Finder verifica-se que existem evidências apontadas pelo segundo preditor que dizem que o 

operon em questão também contém a presença do fator sigma 54. A união dessas duas 

evidências indicam possíveis locais promissores porém ainda não estudados. Para o caso de E. 

coli os genes com sítios não confirmados são osmF, prlF, ptrA, rmf, e tesB (conforme é 

apresentado na TABELA 4 a seguir). 
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 Submetemos a lista dos genes da TABELA 4 para a ferramenta web STRING v11, que 

gerou uma rede regulatória a partir deles. Essa rede é mostrada na Figura 24. 
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FIGURA 24 - REDE REGULATÓRIA DOS GENES 

 
FONTE: A autora (2019) 

LEGENDA: As linhas que ligam dois ou mais genes representam as interações. Linha azul claro: interações 
conhecidas de bases de dados curadas; Linha rosa: interações conhecidas determinadas experimentalmente; 
Linha verde: interações preditas de vizinhança de gene; Linha vermelha: interações preditas de fusão de gene; 
Linha azul: interações preditas de co-ocorrência de gene; Linha amarela: interações preditas por text-mining; 
Linha preta: interações preditas por co-expressão; Linha lilás: interações preditas por homologia de proteínas;  
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 A ferramenta STRING identificou o enriquecimento no nosso conjunto de genes para 

Proteinas periplasmáticas de ligação ao substrato. Nesse conjunto encontram-se os genes glnH, 

que resulta na proteína de ligação periplasmática de um sistema de transporte de L glutamina 

ABC, gltI, que resulta na proteína de ligação periplasmática de um sistema de transporte de 

glutamato / aspartato ABC, e hisJ, que resulta na proteína de ligação periplasmática de um 

sistema de captação de histidina dependente de ATP (EcoCyc, 2019). 

 Além dessa constatação, ampliamos o alcance da análise do STRING e agrupamos os 

genes de acordo com seus processos biológicos. Isso resultou na TABELA 8 - ANÁLISE DOS 

ENRIQUECIMENTOS ENCONTRADOS PELO STRING: PROCESSOS BIOLÓGICOS (GO), 

disponível no Anexo III. 

  



73 
 

  

6.5 FERRAMENTA WEB DO NTRC FINDER 

 
 A ferramenta web do NtrC Finder está disponível através do endereço 

http://200.236.3.16/bioinfo_apps/index.html. Ao acessar a página o usuário é apresentado a uma 

tela como a da FIGURA 25. Nessa tela escrevemos um breve texto de introdução explicando o 

que é a página e o que pode ser acessado através dela. No NtrC Finder disponibilizamos a 

consulta ao banco de dados com sítios de ligação à NtrC previstos computacionalmente para 

310 replicons; Oferecemos acesso a ferramenta de predição NtrC Finder para que o usuário faça 

novas predições para organismos de seu interesse; Apresentamos informações de outras 

ferramentas de bioinformática desenvolvidas no laboratório.  

 
FIGURA 25 - TELA INICIAL NTRC FINDER 

 

 
 

  

FONTE: A autora (2019) 
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 A página de acesso ao banco de dados é mostrada na FIGURA 26. Nela carregamos uma 

lista com as informações do nome completo do genoma, o número de acesso, o número de sítios 

de ligação encontrados, um link para visualização dos TFBS e a opção de download das 

informações. 

 
FIGURA 26 - CONSULTA AO BANCO DE DADOS NTRC FINDER 

 

 
  

FONTE: A autora (2019)  
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 Na FIGURA 27 apresentamos a página da ferramenta preditora NtrC Finder. Nela o 

usuário precisa adicionar um e-mail, seu nome, um título para o processo, e um arquivo Genbank. 

O usuário é avisado via e-mail sobre o status da predição. Os status e os resultados são 

acessíveis através da opção “See results” no menu superior. Vale notar que não é necessário 

fazer cadastro, login, ou baixar a ferramenta. Acreditamos que com isso facilite a experiência do 

usuário na página. 

 

FIGURA 27 - UPLOAD NO NTRC FINDER 

 

 
  

FONTE: A autora (2019) 

LEGENDA: Captura de tela da área do formulário de inclusão de arquivo GenBank 
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7. CONCLUSÃO 

 A proteína NtrC participa de um importante sistema de regulação em bactérias 

diazotróficas responsável pela ativação de fontes alternativas de nitrogênio. Essa proteína se 

liga a regiões específicas do DNA, que são chamadas de sítios de ligação ao fator de transcrição 

(ou TFBS, do inglês Transcription Factor Binding Sites). Os métodos tradicionais incluem 

diversos testes em laboratório, o que o torna custoso caso seja aplicado para genomas 

completos, e os métodos computacionais identificam esses sítios através da localização de 

motifs, porém essa abordagem resulta em uma grande quantidade de falso-positivos. Visando 

solucionar esses problemas desenvolvemos o NtrC Finder.  

 Fizemos testes utilizando diferentes formas de extrair características e diferentes modelos 

de classificadores (DT, FAN, KNN, MLP, NB, RBF, RF, e SVM) utilizando a biblioteca sklearn 

(Python 3) e os softwares MATLAB e EasyFan. Os classificadores foram testados utilizando 

métricas de avaliação bem estabelecidas. A rede neuronal artificial FAN revelou ser o 

classificador mais eficiente dentre os testados para integrar a ferramenta, recuperando 87,62% 

dos TFBS verdadeiros confirmados de E coli, e apresentando o maior F1-Score entre os 

classificadores (88,72% com o conjunto de testes). 

 Em nosso modelo proposto criamos uma técnica para diminuir a taxa de falso-positivos 

na predição de TFBS para o genoma completo. Essa técnica consiste na utilização de 

sequências incorretas provenientes de bactérias modelo (E. coli, P. aeruginosa, e V. cholerae) 

para aumentar o conjunto de sequências classificadas como falso e consequentemente diminuir 

a taxa de falso-positivos. O resultado foi significante: O número de sítios de ligação preditos pelo 

NtrC Finder para E. coli diminuiu de 6270 sequências para 112. 

 NtrC Finder é uma ferramenta preditora de sítios de ligação à proteína NtrC em genomas 

completos de bactérias que utiliza uma rede neuronal treinada especificamente para identificar 

as sequências, que são anotadas em um arquivo .gbk e disponibilizadas ao usuário para utilizá-

lo em softwares de visualização de genoma.  

 Testamos o NtrC Finder com o genoma modelo E. coli e encontramos relações esperadas 

e sítios promissores. Essa ferramenta pode ajudar pesquisadores a encontrar genes candidatos 

para regulação por NtrC em genomas de interesse, para explicar fenômenos que ocorrem, ou 

como ponto de partida para novas pesquisas. Os sítios de ligação apontados parecem 

promissores e bem relacionados entre si conforme vimos na rede regulatória gerada no STRING. 
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 Executamos o NtrC Finder foi executado para 310 replicons de bactérias diazotróficas 

(entre cromossomos e plasmídeos) e disponibilizamos os TFBS preditos através da página web 

da ferramenta.  

 Implementamos o NtrC Finder como um sistema web. Para fazer uma nova predição, o 

usuário carrega um arquivo no formato Genbank e informa seu e-mail sem a necessidade de 

fazer cadastro no site. Nesse sistema é possível consultar o andamento das predições, baixar o 

arquivo de anotação dos sítios identificados, e acessar o banco de dados contendo resultados 

das predições realizadas pelo NtrC Finder para 310 replicons bacterianos, disponibilizado para 

o usuário. NtrC Finder está disponível através do endereço http://200.236.3.16/bioinfo_apps/ . 

 Como perspectivas futuras pretendemos fazer melhorias na ferramenta web, 

disponibilizando ainda mais ferramentas auxiliares e mantendo atualizadas as já existentes, 

explorar os sítios de ligação encontrados, e realizar mais testes com o método. Para melhorar a 

sensibilidade da rede neuronal utilizada podemos fazer o retreinamento incluindo no conjunto de 

dados incorretos os TFBS preditos que se encontram distantes de regiões codificantes, pois 

apesar de se encaixar no padrão encontrado o TFBS não corresponde a um sítio de ligação à 

NtrC verdadeiro. 
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ANEXO I – CONJUNTO VERDADEIRO 

 Para integrar o conjunto de dados verdadeiros obtivemos do banco de dados RegPrecise 
921 sítios de ligação à NtrC. Os organismos e genes referentes a esses sítios estão listados na 
tabela a seguir. 

TABELA 5 - ORGANISMOS E GENES ONDE OCORRE LIGAÇÃO À NTRC 

Organismo Genes 
Acetobacter pasteurianus IFO 3283-01   nifR3 
Acidovorax avenae subsp. citrulli AAC00-1   glnA,  glnA,  CHP02001,  CHP02001,  nrtA,  nasD 

Acidovorax sp. JS42   glnA,  glnA,  CHP02001,  nasD,  ybiB,  nrtA 

Acinetobacter baumannii AB0057   ntrB,  gltB,  gdhA,  gdhA,  gdhA,  glnA,  glnA 

Acinetobacter sp. ADP1   gltB,  gltB,  rutR,  ntrB,  gdhA,  gdhA,  gdhA,  rutA,  
rutR,  rutA,  glnA,  glnA 

Aeromonas hydrophila subsp. hydrophila ATCC 
7966  

 glnA,  glnA,  amtB2,  glnK2,  ntrB 

Aeromonas salmonicida subsp. salmonicida 
A449  

 glnA,  glnA,  amtB2,  glnK,  glnK2,  ntrB 

Agrobacterium tumefaciens str. C58 (Cereon)   nrtA,  nifR3,  glnB,  glnB 
Alcanivorax borkumensis SK2   glnK,  glnK,  PF09694,  glnA,  glnA,  ntrB,  ureD 

Alteromonadales bacterium TW-7   glnK,  ntrB,  glnA 
Alteromonas macleodii 'Deep ecotype'   glnK,  glnA,  ntrB 
Azoarcus sp. EbN1   ntrC,  CHP02001,  glnA,  amtB2,  gltB 
Azorhizobium caulinodans ORS 571   dppA,  nrtA,  glnK,  urtA,  uctA,  glnB 
Azospirillum sp. B510   potA,  potA,  amtB,  amtB,  glnK,  glnK,  amtB2,  

nrtA,  glnB 

Azotobacter vinelandii AvOP   ybdK,  glnA,  glnA,  ntrB,  glnK 
Bradyrhizobium japonicum USDA 110   urtA,  urtA,  nirA,  narK,  glnK,  dppA,  glnB 

Bradyrhizobium sp. BTAi1   dppA,  urtA,  urtA,  urtA,  nirA,  nrtA,  glnK,  uctA,  
nifR3,  glnB 

Brucella melitensis 16M   amtB,  nifR3,  nifR3,  glnB 
Burkholderia cepacia AMMD   amtB,  narK,  narK,  glnA 
Burkholderia glumae BGR1   glnA,  glnA,  narK 
Burkholderia mallei ATCC 23344   glnA,  narK,  narK,  glnA 
Burkholderia phymatum STM815   narK,  glnA 
Burkholderia pseudomallei K96243   narK,  narK,  glnA,  glnA 
Burkholderia sp. 383   amtB,  narK,  narK,  glnA 
Burkholderia vietnamiensis G4   amtB,  narK,  narK,  glnA 
Burkholderia xenovorans LB400   glnA,  nasD 
Caulobacter crescentus CB15  glnK,  glnB,  nifR3,  narK,  narK 
Caulobacter segnis ATCC 21756   glnK,  nifR3 
Caulobacter sp. K31   narK,  glnK,  glnB,  narK,  nifR3 
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Cellvibrio japonicus Ueda107   glnA,  ntrB,  glnK 
Chromobacterium violaceum ATCC 12472   ntrB,  glnK,  glnA,  glnA 
Chromohalobacter salexigens DSM 3043   glnK,  glnA,  glnA,  ntrB,  urtA,  urtA 
Citrobacter koseri ATCC BAA-895   ntrB,  glnK,  glnA,  glnA,  CKO_01526,  gltI,  gltI,  

hisJ,  hisJ,  glnH,  glnH,  nac,  potG,  ygjG 

Colwellia psychrerythraea 34H   glnK,  glnA,  ntrB 
Comamonas testosteroni KF-1   glnA,  glnA,  CHP02001,  CHP02001,  nrtA,  nasD 

Cupriavidus taiwanensis   dppA,  amtB,  glnA,  glnA,  ntrZ 
Dechloromonas aromatica RCB   glnA,  CHP02001,  glnA,  amtB2,  amtB2,  nasD,  

ntrB 

Delftia acidovorans SPH-1   CHP02001,  CHP02001,  glnA,  glnA,  glnA,  nrtA,  
nasD 

Desulfuromonas acetoxidans DSM 684   nifR,  gdhA,  nifEN,  amtB,  glnB,  glnB 
Edwardsiella tarda EIB202   glnK,  ntrB,  glnA,  glnA,  gltI,  gltI 
Enterobacter sp. 638   ntrB,  glnA,  glnA,  astC,  astC,  rutA,  glnK,  gltI,  

gltI,  hisJ,  hisJ,  glnH,  glnH,  nac,  potG,  ygjG 

Erwinia amylovora ATCC 49946   ntrB,  glnA,  glnA,  astC,  astC,  glnK,  glnK,  glnH,  
nac,  EAM_0872,  EAM_0872,  gltI 

Erwinia carotovora subsp. atroseptica SCRI1043   ntrB,  glnA,  glnA,  glnK,  nac,  ygjG,  gltI 
Erythrobacter litoralis HTCC2594   glnK,  glnK,  glnB,  nifR3 
Erythrobacter sp. NAP1   glnB,  glnK,  glnK,  nifR3 
Escherichia coli str. K-12 substr. MG1655   ntrB,  glnA,  glnA,  rutA,  astC,  ddpX,  ddpX,  

astC,  glnK,  gltI,  hisJ,  glnH,  glnH,  nac,  potG,  
ygjG 

Geobacter lovleyi SZ   gdhA,  gdhA,  gdhA,  Gmet_0693,  Gmet_0693,  
glnB 

Geobacter metallireducens GS-15   nifR,  gdhA,  nifEN,  Gmet_0693,  glnB 
Geobacter sp. FRC-32   nifR,  gdhA,  gdhA,  gdhA,  nifEN,  Gmet_0693,  

glnB,  glnB 

Geobacter sp. M21   nifR,  gdhA,  gdhA,  Gmet_0693,  glnB 
Geobacter sulfurreducens PCA   nifR,  gdhA,  gdhA,  gdhA,  nifEN,  Gmet_0693,  

glnB,  glnB 

Geobacter uraniumreducens Rf4   nifR,  gdhA,  gdhA,  nifEN,  glnB,  glnB 
Glaciecola sp. HTCC2999   glnK,  glnA,  ntrB 
Gluconacetobacter diazotrophicus PAl 5   nifR3,  glnK 
Granulibacter bethesdensis CGDNIH1   glnK,  nifR3 
Hahella chejuensis KCTC 2396   glnK,  glnK,  glnA,  ntrB,  urtA 
Hyphomonas neptunium ATCC 15444   nifR3,  glnB,  glnB 
Idiomarina baltica OS145   ntrB,  glnA 
Idiomarina loihiensis L2TR   glnK,  ntrB,  glnA 
Jannaschia sp. CCS1   nifR3,  amtB2,  glnK,  ureD,  glnB,  nasT,  gdhA,  

nrtA,  nrtB 
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Klebsiella pneumoniae subsp. pneumoniae 
MGH 78578  

 ntrB,  glnA,  glnA,  rutA,  rutA,  astC,  glnK,  gltI,  
hisJ,  hisJ,  glnH,  glnH,  nac,  EAM_0872,  
EAM_0872,  potG 

Laribacter hongkongensis HLHK9   glnA,  glnA 
Leptothrix cholodnii SP-6   glnA,  glnA,  glnK,  nrtA 
Loktanella vestfoldensis SKA53   glnK,  glnK,  nifR3,  ureD,  glnB,  urtA 
Magnetospirillum magneticum AMB-1   amtB,  amtB,  glnK,  amtB2,  amtB2,  amtB2,  nrtA,  

nrtA2,  glnB,  nifR3 

Magnetospirillum magnetotacticum MS-1   glnK,  amtB2,  nrtA3,  glnB,  glnB,  nifR3 
Marinobacter aqueolei   glnK,  glnA,  glnA,  glnA,  ntrB,  urtA,  urtA 

Marinobacter sp. ELB17   glnK,  glnA,  ntrB,  urtA 
Marinomonas sp. MWYL1   ntrB,  glnA,  glnA,  glnK 
Mesorhizobium loti MAFF303099   glnK,  glnB 
Mesorhizobium sp. BNC1   narK,  glnK 
Methylibium petroleiphilum PM1   glnA 
Methylobacillus flagellatus KT   glnK,  glnA,  glnA,  glnK 
Methylophilales bacterium HTCC2181   CHP02001,  amtB2,  glnA,  glnA 
Methylotenera mobilis JLW8   glnA,  ntrB,  ntrB,  glnA,  CHP02001,  amtB2,  

amtB2,  nasD 

Moritella sp. PE36   glnA,  glnK,  ntrB 
Nitrobacter winogradskyi Nb-255   nifR3,  glnB 
Novosphingobium aromaticivorans DSM 12444   glnB,  glnB,  glnK,  glnK,  nifR3 
Oceanicola batsensis HTCC2597   ureD,  nifR3,  nifR3,  glnK,  glnK,  urtA,  urtA 

Oceanicola granulosus HTCC2516   nifR3,  nifR3,  glnB,  urtA,  ureD 
Oceanobacter sp. RED65   glnA,  glnA,  ntrB,  ureD,  PF09694,  PF09694 

Oceanospirillum sp. MED92   glnA,  glnA,  ntrB,  glnK,  glnK 
Paracoccus denitrificans PD1222   amtB2,  nifR3,  glnB,  glnB,  nasT 
Pelobacter carbinolicus str. DSM 2380   amtB,  amtB,  glnK2,  glnB,  glnB 
Pelobacter propionicus DSM 2379   nifR,  gdhA,  nifEN,  Gmet_0693,  Gmet_0693,  

glnB,  glnB 

Phenylobacterium zucineum HLK1   glnK,  glnB,  nifR3 
Photobacterium profundum SS9   glnA,  glnK,  ntrB 
Photorhabdus luminescens subsp. laumondii 
TTO1  

 glnA,  ntrB,  glnA,  glnK,  gltI 

Polaromonas naphthalenivorans CJ2   glnA,  glnA,  glnK,  glnK,  nrtA 
Polaromonas sp. JS666   glnA,  glnA,  CHP02001,  narK,  narK 
Proteus mirabilis HI4320   ntrB,  glnA,  glnA,  glnK 
Pseudoalteromonas atlantica T6c   glnK,  glnA,  ntrB 
Pseudoalteromonas haloplanktis TAC125   glnK,  ntrB,  glnA 
Pseudoalteromonas tunicata D2   glnK,  ntrB,  glnA 
Pseudomonas aeruginosa PAO1   ybdK,  ntrB,  glnK,  glnA,  glnA 
Pseudomonas entomophila L48   alsT,  amtB2,  glnA,  ntrB,  ntrB,  glnK 
Pseudomonas fluorescens Pf-5   alsT,  amtB2,  ybdK,  glnA,  ntrB,  glnK,  glnK 
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Pseudomonas mendocina ymp   ybdK,  glnA,  ntrB,  glnK,  glnA,  glnK 
Pseudomonas putida KT2440   amtB2,  ybdK,  ybdK,  glnA,  glnA,  ntrB,  glnK,  

glnK 

Pseudomonas stutzeri A1501   glnA,  ntrB,  glnK,  glnK,  glnA 
Pseudomonas syringae pv. tomato str. DC3000   alsT,  ybdK,  glnA,  ntrB,  ntrB,  glnK,  glnK 

Psychrobacter arcticum 273-4   COG0733,  glnA 
Psychrobacter sp. PRwf-1   ntrB,  ntrB,  ntrB,  COG0733,  glnA,  glnA 
Psychromonas ingrahamii 37   glnA,  glnA,  glnK 
Psychromonas sp. CNPT3   glnA,  glnA,  glnK 
Ralstonia eutropha H16   dppA,  amtB,  amtB,  glnA,  ntrZ 
Ralstonia eutropha JMP134   narK,  dppA,  amtB,  glnA,  ntrZ,  amtB 
Ralstonia metallidurans CH34   narK,  dppA,  dppA,  glnA,  ntrZ,  amtB 
Ralstonia pickettii 12J   narK,  amtB,  glnA 
Ralstonia solanacearum GMI1000   dppA,  narK,  glnA 
Reinekea sp. MED297   glnK,  glnK,  glnA,  glnA,  ntrB 
Rhizobium etli CFN 42   nrtA,  nrtA,  narK,  glnK,  uctA,  nifR3,  glnB,  glnB 

Rhizobium leguminosarum bv. viciae 3841   nrtA,  glnK,  uctA,  uctA,  nifR3,  glnB 
Rhizobium sp. NGR234   narK,  narK,  nrtC,  nrtC,  nrtA,  nrtA,  glnK,  uctA,  

uctA,  nifR3,  glnB,  glnB 

Rhodobacter sphaeroides 2.4.1   glnK,  nifR3,  nifR3,  glnB,  ureD 
Rhodobacterales bacterium HTCC2654   glnK,  glnK,  nifR3,  nifR3,  glnB,  nasT,  urtA,  

urtA,  nrtA 

Rhodoferax ferrireducens DSM 15236   glnA,  glnA,  glnK,  nrtA 
Rhodopseudomonas palustris CGA009   dppA,  urtA,  glnK,  uctA,  nifR3,  urtA,  glnB 

Rhodospirillum centenum SW   amtB,  amtB,  glnK,  nifR3,  glnB 
Rhodospirillum rubrum ATCC 11170   potA,  potA,  amtB,  glnB,  nifR3 
Roseobacter sp. MED193   nifR3,  nifR3,  amtB2,  glnK,  ureD,  glnB,  glnB,  

nasT,  urtA,  nrtA 

Roseovarius nubinhibens ISM   glnK,  nifR3,  nifR3,  glnK,  glnB,  glnB 
Roseovarius sp. 217   glnK,  nifR3,  ureD,  nifR3,  glnK,  glnB,  nasT 

Saccharophagus degradans 2-40   glnA,  ntrB,  ureD,  ureD,  PF09694 
Salmonella typhimurium LT2   ntrB,  glnA,  glnA,  astC,  astC,  glnK,  gltI,  gltI,  

hisJ,  hisJ,  glnH,  glnH 

Serratia proteamaculans 568   ntrB,  glnA,  glnA,  rutA,  CKO_01526,  glnK,  gltI,  
gltI,  hisJ,  hisJ,  glnH,  glnH,  EAM_0872,  
EAM_0872 

Shewanella amazonensis SB2B   glnB,  glnB,  glnA,  glnA,  glnA,  ntrB,  ntrB 

Shewanella baltica OS155   glnB,  glnK2,  glnA,  ntrB,  ntrB 
Shewanella denitrificans OS217   glnA,  glnA,  glnB,  glnB,  ntrB,  ntrB 
Shewanella frigidimarina NCIMB 400   glnB,  glnA,  ntrB,  ntrB 
Shewanella halifaxensis HAW-EB4   glnB,  glnA,  ntrB,  ntrB 
Shewanella loihica PV-4   glnB,  glnB,  glnA,  glnA,  ntrB,  ntrB 
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Shewanella oneidensis MR-1   glnB,  glnK2,  glnA,  glnA,  glnK2,  ntrB,  ntrB 

Shewanella pealeana ATCC 700345   glnB,  glnA,  glnA,  ntrB 
Shewanella piezotolerans WP3   glnB,  glnA,  glnA,  glnA,  ntrB,  ntrB,  ntrB 

Shewanella putrefaciens CN-32   glnB,  glnA,  glnK2,  glnK2,  ntrB,  ntrB 
Shewanella sediminis HAW-EB3   glnB,  glnA,  glnA,  ntrB,  ntrB 
Shewanella sp ANA-3   glnB,  glnA,  glnA,  glnK2,  glnK2,  ntrB,  ntrB 

Shewanella sp MR-4   glnB,  glnK2,  glnK2,  glnA,  glnA,  ntrB,  ntrB 

Shewanella sp MR-7   glnB,  glnA,  glnK2,  ntrB,  ntrB 
Shewanella sp W3-18-1   glnK2,  glnK2,  glnA,  glnB,  ntrB,  ntrB 
Shewanella woodyi ATCC 51908   glnK2,  glnA,  glnA,  glnA,  glnB,  glnB,  ntrB,  ntrB 

Silicibacter pomeroyi DSS-3   nifR3,  nifR3,  glnK,  glnB,  glnB 
Silicibacter TM1040   ureD,  nifR3,  nifR3,  glnK,  glnB,  gdhA 
Sinorhizobium meliloti 1021   narK,  narK,  glnK,  nifR3,  glnB,  glnB 
Sphingobium japonicum UT26S   glnK,  glnK,  glnB,  glnB,  nifR3 
Sphingomonas wittichii RW1   glnK,  glnK,  glnB,  nifR3 
Sphingopyxis alaskensis RB2256   glnB,  glnK,  nifR3 
Stenotrophomonas maltophilia K279a   glnA,  glnA,  ntrB 
Sulfitobacter sp. EE-36   ureD,  nifR3,  nifR3,  glnK,  glnK,  glnB,  nasT,  

gdhA,  urtA 

Teredinibacter turnerae T7901   glnA,  glnA,  ntrB,  ureD,  urtA,  PF09694 
Thauera sp. MZ1T   CHP02001,  ntrC,  glnA,  glnA,  amtB2,  amtB2,  

gltB,  nasD,  nasD 

Thiobacillus denitrificans   glnA,  glnA,  amtB2,  nasA 
Tolumonas auensis DSM 9187   amtB2,  glnK2,  glnA,  glnA,  ntrB 
Variovorax paradoxus S110   glnA,  CHP02001,  nasD,  nrtA,  narK 
Verminephrobacter eiseniae EF01-2   CHP02001,  glnA,  glnA 
Vibrio angustum S14   glnA,  glnK,  ntrB 
Vibrio cholerae O1 biovar eltor str. N16961   ntrB,  glnK,  glnA 
Vibrio fischeri ES114   glnK,  ntrB,  glnA 
Vibrio harveyi ATCC BAA-1116   ntrB,  glnK,  glnA 
Vibrio parahaemolyticus RIMD 2210633   ntrB,  glnK,  amtB2,  glnA 
Vibrio shilonii AK1   amtB2,  ntrB,  glnA 
Vibrio splendidus LGP32   ntrB,  glnK,  amtB2,  glnA 
Vibrio vulnificus CMCP6   ntrB,  glnK,  glnA 
Xanthobacter autotrophicus Py2   dppA,  nrtA,  nrtA,  nrtA,  nrtA,  urtA,  glnK,  uctA,  

nifR3,  glnB 

Xanthomonas axonopodis pv. citri str. 306   ntrB,  glnA,  glnA 
Xanthomonas campestris pv. campestris str. 
ATCC 33913  

 glnA,  ntrB 

Xylella fastidiosa 9a5c   glnA,  ntrB 
Yersinia pestis KIM   glnA,  glnA,  ntrB,  astC,  glnK,  gltI,  hisJ,  

EAM_0872 
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ANEXO II – CONJUNTO FALSO 

 Para integrar o conjunto de falsos-sítios de ligação à NtrC utilizamos 921 TFBS originados 

de diferentes fatores de transcrição. A TABELA 6, preenchida com informações do RegPrecise, 

reúne uma breve descrição e o número de sítios de ligação (TFBS) obtido para cada TF. Em 

seguida, a TABELA 7 reúne os organismos e genes do qual foram obtidos os sítios de ligação. 

TABELA 6 - FATORES DE TRANSCRIÇÃO (TF) UTILIZADOS NO CONJUNTO DE FALSO-NTRC 

Fator de 
Transcrição 

Função Qt. De TFBS 
Selecionados 

FadR Regula os genes de utilização de ácidos graxos em 
gamaproteobactérias 

347 

LldR Regula os genes de utilização de lactato em Proteobactérias 75 

MetR Regula o metabolismo da metionina em Proteobactérias 71 

NagQ Regula os genes de utilização de quitina e N-acetilglucosamina em 
várias Proteobactérias 

6 

GguR Regula genes envolvidos na captação e utilização de hexuronatos 
(glucuronato e galacturonato) e hexaratos (glucarato e galactarato) em 
várias Proteobactérias 155 

GlcC Regula os genes de utilização de glicolatos em Proteobactérias 28 

Fur Controla a homeostase do ferro em diversos grupos taxonômicos de 
bactérias 

41 

HexR Foi implicado na regulação dos genes do metabolismo da glicose em 
Pseudomonas putida 

188 

FixJ Controla uma adaptação às condições microaeróbicas 10 

 
TABELA 7 - ORGANISMOS E GENES ONDE NÃO OCORRE LIGAÇÃO À NTRC 

Organismo Genes 
Acidovorax avenae subsp. citrulli AAC00-1  gguR, tctC1, tctC1, udh, pykA, zwf 
Acidovorax sp. JS42  gguR, tctC1, tctC1, gudD2, zwf, pykA 
Alteromonadales bacterium TW-7  fadE, COG0596, fadI, tesB, fadE2, fadH, 

metR, metA, metF-II, glyA 

Alteromonas macleodii 'Deep ecotype'  tesB, fadB, fadE, fadI, fadD, fadE2, 
hexR, hexR, zwf, zwf, glgP, ppsA, pykA, 
ppc, bkdA1, cpsA, pckA, gapA 

Azospirillum sp. B510  murQ, nagQ, murQ, wecA, nagB2, 
nagB2 

Azotobacter vinelandii AvOP  kdgD, gguR, gguR, glcD, glcD, glcC, 
glcC, lldR, lldR, lldP, lldP, metE, metR 

Burkholderia cepacia AMMD  kdgD, kdgD, gudP, gguT, uxuP, gudD, 
kgsD, gguR, garD, garD, pgl, kgsD, exuT 
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Burkholderia glumae BGR1  uxuP, gudD, kdgD, uxuF, garD, udh, 
garD, gguR, kgsD, pgl, exuT, exuT, 
gudP, kdgD 

Burkholderia phymatum STM815  garL, garL, gguR, garD, garP, garP, 
kgsD, kgsD 

Burkholderia sp. 383  kdgD, kdgD, gudD, gudP, gguT, uxuP, 
garD, garD, kgsD, gguR, exuT 

Burkholderia vietnamiensis G4  gudD, kdgD, kdgD, gudP, uxuF, mcp, 
uxuP, gguR, garD, garD, kgsD, pgl 

Burkholderia xenovorans LB400  gudD, uxuP, kdgD, kdgD, gguR, kgsD, 
kgsD, garD, garD 

Chromobacterium violaceum ATCC 12472  edd, zwf, edd, zwf, ptsHI, lldE, lldR 
Chromohalobacter salexigens DSM 3043  edd, aceE, pykA, gapA, zwf, ppsA, aceA, 

hexR 

Citrobacter koseri ATCC BAA-895  fadE, fadH, fadI, fadB, fabA, fadM, fadR, 
fabB, yebV, iclR, fadL, fadL, zwf, hexR, 
ybfA, pckA, lldP, lldP 

Colwellia psychrerythraea 34H  fadI, acdB, fadH, zwf, zwf, hexR, gapA, 
fba, glyA, metR 

Comamonas testosteroni KF-1  gguR, gudD2, tctC1, pgk, pykA 
Cupriavidus taiwanensis  gudD, garD, garD, kdgD, gguR, edd, 

edd, hexR, hexR, lldR, lldE, metR, metE 

Dechloromonas aromatica RCB  lldE, lldE, lldE, lldR, lldR, lldR 
Delftia acidovorans SPH-1  gguR, tctC1, gudD2, pgk, pykA, zwf, pgi, 

pgi 

Desulfuromonas acetoxidans DSM 684  fur, PF10087, feoA 
Edwardsiella tarda EIB202  fabA, fabB, fadR, fadL, zwf, ppc, hexR 
Enterobacter sp. 638  fadH, fadE, fadI, fadB, fabA, fadD, fadM, 

fadR, fabB, yebV, iclR, fadL, fadL, zwf, 
hexR, ybfA, pckA, lldP, lldP 

Erwinia amylovora ATCC 49946  fadE, fadH, fabA, fadB, fadD, fabB, fadL, 
fadL 

Erwinia carotovora subsp. atroseptica SCRI1043  fadE, fadH, fadI, fabA, fadD, fadB, fadM, 
fabB, fadL, zwf, ppc, ppc, hexR, ybfA 

Escherichia coli str. K-12 substr. MG1655  fadE, fadH, fadI, fadB, fabA, iclR, fadM, 
fadR, fabB, yebV, fadL, fadL, fadD, glcC, 
glcD, glcC, glcD, zwf, hexR, ybfA, lldP, 
lldP 

Geobacter lovleyi SZ  PF10087, feoB1, fur 
Geobacter metallireducens GS-15  fur, Gmet_2833, feoB1, psp, psp 
Geobacter sp. FRC-32  Gmet_2833, fur, feoB1, psp, psp 
Geobacter sp. M21  fur, feoB1, PF04966, feoA1, Gmet_2833, 

psp, lldG, lldG, lldP, lldP 

Geobacter sulfurreducens PCA  PF04966, GSU3274, fur, feoB1, lldP, 
lldP, lldG, lldG 

Geobacter uraniumreducens Rf4  fur, feoB1, psp, psp, lldG, lldP, lldP, lldP, 
lldP, lldG 



90 
 

  

Glaciecola sp. HTCC2999  fadB, fadE, fadI, fadE2, gapA, hexR, 
gapA, ppsA, zwf, 
GHTCC_010100006532, pykA, pykA 

Idiomarina baltica OS145  fadE, fadI, zwf, zwf, hexR, hexR 
Idiomarina loihiensis L2TR  fadD, fadE, fadI 
Klebsiella pneumoniae subsp. pneumoniae MGH 78578  fadE, fadH, fadI, fadD, fabA, fadB, fadM, 

iclR, fadR, fabB, fadL, fadL, yebV, zwf, 
hexR, ybfA, pckA, lldP, lldP 

Laribacter hongkongensis HLHK9  lldE, lldR 
Leptothrix cholodnii SP-6  garD, garD, kdgD, kdgD, udh, gguR, 

garD, zwf, edd, tal 

Marinomonas sp. MWYL1  edd, edd, gapA, gapA, gapA, glk, glk, 
gpmM, gapB, ppsA, prpB, gltA, pckA, 
pckA, aceE 

Methylibium petroleiphilum PM1  tctC1, tctC1, gguR 
Neisseria meningitidis MC58  tal, zwf, zwf, zwf, edd, edd, edd, gntU, 

lldP, lldP, lldP, lldR 

Pelobacter carbinolicus str. DSM 2380  fur, PF10087, Gmet_2833, feoA, feoA 
Pelobacter propionicus DSM 2379  Gmet_2833, feoA2, PF10087, feoB1, fur, 

feoB1, glcD, lldR, lldP, lldP, lldG, lldG 

Photobacterium profundum SS9  fabA, fadB, fadE2, fadH, fadL, fadI 
Photorhabdus luminescens subsp. laumondii TTO1  fadE, fadH, fadI, fabA, fadD, fadB, iclR, 

fabB, yebV, fadR, fadL, fadL, zwf, hexR, 
ybfA 

Polaromonas naphthalenivorans CJ2  gguR, udh, pykA, zwf, edd 
Polaromonas sp. JS666  gguR, udh, zwf, pykA, edd, tal 
Proteus mirabilis HI4320  fadE, fadH, fadB, fadI, fadD, fabB, fadR, 

fadL, fabA, zwf, ppc, ppc, hexR, ybfA 

Pseudoalteromonas atlantica T6c  fadB, fadE, fadI, fadE2, acdB, hexR, zwf, 
ppsA, pykA, gapA, glgP, cpsA, gapB, tal 

Pseudoalteromonas haloplanktis TAC125  fadE, fadI, tesB, fadH, fadE2, metR, 
metF-II, glyA, metA 

Pseudoalteromonas tunicata D2  fadI, fadE, fadH, fadE2, tesB, glyA, 
metR, metR, metF-II, metF-II 

Pseudomonas aeruginosa PAO1  glcC, glcD, glcD, glcC, lldR, lldP, metH, 
metH, metE, metR 

Pseudomonas entomophila L48  kdgD, gguT, gguR, gguR, lldR, lldP, 
metF2, metF2, metF2, PF08908, 
PF08908, metE, metE, metR, metR, 
metH, dsbC 

Pseudomonas fluorescens Pf-5  glcD, glcD, glcC, glcC, lldP, lldR, metH, 
PF08908, PF08908, metE, metR, metR 

Pseudomonas mendocina ymp  kdgD, kdgD, udh, udh, aldE, gguR, 
gudD2, gudD2, glcD, glcD, glcC, glcC, 
lldR, lldP, lldP, lldR, metH, metE, metE, 
metR, metR 
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Pseudomonas putida KT2440  gguT, kdgD, udh, gguR, gguR, glcD, 
glcD, glcC, glcC, lldP, lldR, metF2, 
metE2, metF2, metE2, dsbC, metR, 
PF08908, PF08908, metR, metH 

Pseudomonas stutzeri A1501  glcC, glcD, glcD, glcC, lldP, lldP, lldR, 
lldR, metH, metE, metR 

Pseudomonas syringae pv. tomato str. DC3000  kdgD, kgsD, udh, exuT, exuT, metE, 
metR, metH 

Ralstonia eutropha H16  gudD, garD, garD, kdgD, kdgD, gguR, 
edd, edd, hexR, hexR, lldR, lldE, metR, 
metE 

Ralstonia eutropha JMP134  gudD, tctC1, tctC1, gudP1, gudP1, 
gguR, kdgD, kgsD, edd, edd, hexR, 
hexR, lldR, lldE, metR, metE 

Ralstonia metallidurans CH34  gudD, tctC1, tctC1, gudP1, kgsD, kgsD, 
gguR, kdgD, edd, edd, hexR, hexR, lldR, 
lldE, metR, metE, gudD, gguR, edd, edd, 
zwf, zwf, metR, metE 

Ralstonia solanacearum GMI1000  gudD, gguR, edd, edd, zwf, zwf, metR, 
metE 

Reinekea sp. MED297  oxlT, hexR, glk, glk, gpmM, gapB, ugpC, 
pgk, eno, pflA, pykF, adhE, gapA, gapA, 
gltA, pckA, pckA 

Rhizobium etli CFN 42  fixKf, ccoN 
Rhizobium leguminosarum bv. viciae 3841  fixKf, fixJf, ccoN, fixKf, fixKf, fixJf 
Rhodoferax ferrireducens DSM 15236  pykA, zwf, tal, edd 
Salmonella typhimurium LT2  fadE, fadH, fadI, fadB, fadM, fabA, iclR, 

fadR, fabB, yebV, fadL, fadL, fadD, zwf, 
hexR, ybfA, pckA, lldP, lldP 

Serratia proteamaculans 568  fadE, fadH, fadI, fadB, iclR, fadD, fadM, 
fadR, fabB, yebV, fadL, fadL, ppc, zwf, 
ppc, hexR, ybfA 

Shewanella amazonensis SB2B  fadL, fadL, fadI, SO4716, fadR, fadE, 
SO0572 

Shewanella baltica OS155  fadL, fadL, fadI, SO4716, SO0572, fadR, 
fade 

Shewanella denitrificans OS217  fadL, fadI, fadR, fadE, SO0572 
Shewanella frigidimarina NCIMB 400  fadL, fadI, SO0572, fadR, fade 
Shewanella halifaxensis HAW-EB4  fadL, fadI, SO4716, fadR, fadE, SO0572 
Shewanella loihica PV-4  fadL, fadI, SO4716, fadR, fadE, SO0572 
Shewanella oneidensis MR-1  fadL, fadL, fadI, SO4716, fadR, fadE, 

SO0572 

Shewanella pealeana ATCC 700345  fadL, fadI, SO4716, fadR, fadE, SO0572 
Shewanella piezotolerans WP3  fadL, fadI, SO4716, fadR, fadE, SO0572 
Shewanella putrefaciens CN-32  fadL, fadL, fadI, SO4716, SO0572, fadR, 

fade 

Shewanella sediminis HAW-EB3  fadL, fadI, fadR, fadE, SO0572 
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Shewanella sp ANA-3  fadL, fadL, fadI, SO4716, SO0572, fadR, 
fade 

Shewanella sp MR-4  fadL, fadL, fadI, SO4716, SO0572, fadR, 
fade 

Shewanella sp MR-7  fadL, fadL, fadI, SO4716, SO0572, fadR, 
fade 

Shewanella sp W3-18-1  fadL, fadL, fadI, SO4716, SO0572, fadR, 
fade 

Shewanella woodyi ATCC 51908  fadL, fadI, SO0572, SO4716, fadR, fadE 
Sinorhizobium meliloti 1021  fixJf, fixKf 
Stenotrophomonas maltophilia K279a  lldP, lldP 
Thauera sp. MZ1T  Tmz1t_1714 
Variovorax paradoxus S110  gguR, tctC1, tctC1, udh 
Verminephrobacter eiseniae EF01-2  hexR, zwf, pgi 
Vibrio angustum S14  fabA, fabA, fadB, fadE2, fadH, fadL, fadI 
Vibrio cholerae O1 biovar eltor str. N16961  fadL, fabA, fadB, plsB, fadE2, VC2105, 

fadH 

Vibrio fischeri ES114  fadL, fadB, plsB, fadE2, VC2105, fadH, 
fadI 

Vibrio harveyi ATCC BAA-1116  fabA, fabA, fadB, plsB, fadE2, VC2105, 
fadH, fadL, fadI 

Vibrio parahaemolyticus RIMD 2210633  fabA, fabA, fadB, plsB, fadE2, VC2105, 
fadH, fadI 

Vibrio salmonicida LFI1238  fabA, fabA, fadB, plsB, fadE2, VC2105, 
fadH, fadL, fadI 

Vibrio shilonii AK1  fadB, plsB, fadE2, VC2105, fadH, fadL, 
fadI 

Vibrio splendidus LGP32  fabA, fabA, fadB, plsB, fadE2, fadH, 
fadL, fadI 

Vibrio vulnificus CMCP6  fabA, fabA, fadB, plsB, fadE2, fadE2, 
fadH, fadL, fadI 

Yersinia pestis KIM  fadE, fadH, fadI, fadD, fadB, fadM, fabB, 
yebV, fadR, iclR, fadL, fadL, zwf, zwf, 
hexR, hexR, ybfA 
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