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RESUMO 
 

A identificação e caracterização de sementes nativas representam um desafio para o 
setor florestal devido à variabilidade de características morfobiométricas. 
Atualmente, as metodologias para a análise biométrica de sementes florestais são 
realizadas por especialistas humanos utilizando métodos tradicionais de medições, 
como os paquímetros e variáveis baseadas em tamanho. Nesse contexto, 
concebeu-se uma nova metodologia empregando técnicas de processamento de 
imagens digitais e aprendizado de máquina com base em características externas 
das sementes para possibilitar a identificação de espécies florestais. A pesquisa foi 
dividida em três capítulos distintos. No primeiro capítulo foi realizada uma análise 
bibliométrica para quantificar e analisar os estudos científicos que abordam a análise 
de imagens e o aprendizado de máquina aplicados às sementes, e com isso apontar 
os principais tópicos e lacunas existentes para pesquisas com sementes florestais 
com esse enfoque. Os resultados indicam um aumento significativo de publicações a 
partir de 2017, com foco predominante em espécies de culturas agrícolas. Esses 
estudos estão direcionados principalmente para a classificação, 
identificação/detecção de cultivares e avaliação da qualidade das sementes, em que 
apenas 6,6% das publicações abordam espécies florestais, evidenciando a 
necessidade de mais pesquisas nesse campo com espécies nativas. No segundo 
capítulo foi proposta uma metodologia de captura e processamento de imagens para 
caracterização e diferenciação de espécies florestais nativas. Os resultados 
demonstraram que a análise de imagens de sementes, por meio dessa metodologia, 
contribuiu para a caracterização e diferenciação de espécies florestais nativas do 
Brasil, o que apresenta implicações diretas nos aspectos silviculturais, ecológicos e 
genéticos. No terceiro capítulo foram aplicados diferentes classificadores de 
aprendizado de máquina associados à análise de imagens para identificar espécies 
florestais nativas com base em características morfobiométricas das sementes. Os 
resultados revelaram que é possível identificar espécies florestais nativas com taxa 
satisfatória de acurácia usando imagens de sementes e aprendizado de máquina. 
Recomenda-se o classificador de árvores de decisão para a identificação de 
espécies. Os resultados fornecem subsídios importantes para aprimorar a 
caracterização e identificação de espécies, o que pode ser aplicado em diversos 
campos. Por fim, este trabalho contribui para identificar espécies florestais nativas, 
por meio do desenvolvimento de uma metodologia de análise e processamento de 
imagens e da aplicação de técnicas de aprendizado de máquina em sementes 
florestais. 
 
Palavras-chave: sementes florestais; processamento de imagens; inteligência 

artificial; espécies nativas; morfobiometria. 
 



 
 

ABSTRACT 
 

The identification and characterization of native seeds represent a challenge for the 
forest sector due to the variability of morphobiometric characteristics. Currently, 
methodologies for the biometric analysis of forest seeds are carried out by human 
specialists using traditional measurement methods, such as calipers and variables 
based on size. In this context, a new methodology was conceived using techniques 
of digital image processing and machine learning based on external characteristics of 
the seeds to enable the identification of forest species. The research was divided into 
three distinct chapters. In the first chapter, a bibliometric analysis was carried out to 
quantify and analyze scientific studies that address image analysis and machine 
learning applied to seeds, and thereby point out the main topics and existing gaps for 
research with forest seeds with this focus. The results indicate a significant increase 
in publications from 2017 onwards, with a predominant focus on agricultural crop 
species. These studies are mainly focused on classification, identification/detection of 
cultivars and evaluation of seed quality, in which only 6.6% of publications address 
forest species, highlighting the need for further research in this field with native 
species. In the second chapter, a methodology for capturing and processing images 
for the characterization and differentiation of native forest species was proposed. The 
results showed that the analysis of seed images, using this methodology, contributed 
to the characterization and differentiation of forest species native to Brazil, which has 
direct implications for silvicultural, ecological, and genetic aspects. In the third 
chapter, different machine learning classifiers associated with image analysis were 
applied to identify native forest species based on morphobiometric characteristics of 
seeds. The results revealed that it is possible to identify native forest species with a 
satisfactory rate of accuracy using seed images and machine learning. The decision 
tree classifier is recommended for species identification. The results provide 
important subsidies to improve the characterization and identification of species, 
which can be applied in several fields. Finally, this work contributes to identify native 
forest species, through the development of an image analysis and processing 
methodology and the application of machine learning techniques in forest seeds. 
 
Keywords: forest seeds; image processing; artificial intelligence; native species; 

morphobiometry. 
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1 INTRODUÇÃO 
 

As sementes desempenham um papel fundamental na perpetuação das 

espécies vegetais, são estruturas que contêm um ou mais embriões, nutrientes para 

a germinação e tecidos externos de proteção (BEWLEY et al., 2013, p. 2). Das 

partes básicas que formam sua estrutura, o tegumento ou envoltórios da semente 

são comumente usados para o reconhecimento das espécies por apresentarem 

características próprias em cada planta. 

A identificação e caracterização de espécies florestais nativas é realizada 

com base em características botânicas (COSTA et al., 2016, p. 388), relacionadas 

às estruturas reprodutivas e vegetativas. No Brasil, estudos indicam a existência de 

aproximadamente 35 mil plantas nativas, incluindo principalmente Angiospermas, 

sendo 8 mil arbóreas (BRASIL, 2009, p. 55). Diante dessa diversidade, a 

identificação de espécies florestais com base nas características externas das 

sementes é uma tarefa difícil ao analista, e requer treinamento e conhecimento do 

profissional especializado. 

As sementes nativas exibem diferenças morfológicas e biométricas distintas 

entre as espécies. Essas variações podem ser mensuradas e utilizadas em estudos 

com populações e seleção de indivíduos (MENEGATTI et al., 2017, p. 370; ROVERI-

NETO; PAULA, 2017, p. 320; CORREIA et al., 2019, p. 758; ALFARO-SOLÍS et al., 

2020, p. 1920; ROSA et al., 2020, p. 2). Nesse sentido, a análise biométrica de 

sementes contribui para trabalhos que abordam essa temática com espécies 

florestais. 

Estudos indicam que variações morfobiométricas das sementes estão 

diretamente associados à diversidade genética das populações e interações 

fenotípicas (BRUS et al., 2011, p. 667; REWICZ et al., 2016, p. 32; SILVA et al., 

2017, p. 85; PONTES et al., 2018, p. 452; FELIX et al., 2020, p. 5 e 7), 

essencialmente importantes para o entendimento da dinâmica populacional, 

estabelecimento das espécies em novos ambientes (COSTA et al., 2016, p. 391; 

KHUMAEVA et al., 2016, p. 140), e propagação da espécie em programas de 

restauração ambiental (SANTOS et al., 2018, p. 219). 

Apesar da evidente importância, a biometria convencional em sementes 

florestais nativas utiliza apenas o tamanho com poucas medidas e variáveis, 

geralmente comprimento, largura e espessura, os quais são mensurados 
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manualmente com o auxílio de paquímetro digital utilizando amostras não superiores 

a 100 sementes (DUTRA et al., 2017, p. 128; MENEGATTI et al., 2017, p. 367; 

CORREIA et al., 2019, p. 752; ZUFFO et al., 2019, p. 626; ROSA et al., 2020, p. 2). 

Além disso, a coloração da semente a olho nu é de difícil definição, e por isso, pouco 

utilizada nesses estudos. 

Uma alternativa para superar isto, é empregar técnicas de processamento 

digital de imagens que podem permitir outras análises usando medidas relativas à 

coloração, formato e dimensão das sementes (VARMA et al., 2013, p. 31; RAHMAN; 

CHO, 2016, p. 286; HEMENDER et al., 2018, p. 2 e 3). Na coloração é possível 

gerar características como cor e contraste, predominância da ocorrência de tons de 

cinza, vermelho, verde e azul na imagem, usando o formato é possível definir 

geometricamente e quantitativamente as sementes em alongadas, elípticas ou 

ovaladas, ou mesmo sem formato predominante definido. Enquanto para dimensão, 

é possível medir as sementes em relação a área, perímetro, diferentes 

comprimentos e larguras conforme o formato da semente. Mas quanto desses 

atributos são suficientes para a caracterização de sementes e identificação das 

espécies nativas? 

Dentre as aplicações que podem ser usadas com imagens digitais de 

sementes com o uso de diferentes descritores, destacam-se: distinguir espécies do 

mesmo gênero (BACCHETTA et al., 2008, p. 681; BIANCO et al., 2017, p. 8; 

PONTES et al., 2018, p. 452); fornecer informações sobre a identificação de 

genótipos de diferentes regiões (MEDINA; SKURTYS; AGUILERA, 2010, p. 245; 

REWICZ et al., 2016, p. 28; SARIGU et al., 2019, p. 808); auxiliar na taxonomia, 

catalogação, e delimitação de espécies (BACCHETTA et al., 2008, p. 671; ORRÙ et 

al., 2012, p. 231; BIANCO et al., 2017, p. 8; UCCHESU et al., 2016, p. 15; SARIGU 

et al., 2019, p. 808); bem como diferenciar morfologicamente as sementes (MEDINA; 

SKURTYS; AGUILERA, 2010, p. 245; ORRÙ et al., 2012, p. 240). Contudo, não há 

relatos de estudos similares com espécies florestais do Brasil ou abordagens de 

uma metodologia de aquisição e processamento de imagens focado em sementes 

nativas. 

Um aspecto importante no processamento digital de imagens são as 

ferramentas computacionais. Dentre as ferramentas disponíveis para capturar 

informações contidas em uma imagem digital e amplamente utilizada em diferentes 

estudos com sementes, destaca-se o software ImageJ® (FERREIRA; RASBAND, 
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2012, p. 1), o qual permite obter dados quantitativos de elementos contidos em uma 

imagem. Este software pode ser utilizado para avaliação morfométrica (NORONHA 

et al., 2018, p. 1), caracterização biométrica (FELIX et al., 2020, p. 7), discriminação 

taxonômica (SARIGU et al., 2019, p. 808) e classificação de sementes (MEDEIROS 

et al., 2020a, p. 1), bem como auxiliar na avaliação da diversidade genética em 

bancos de germoplasma (SAU et al., 2018, p. 124) e processamento de imagens 

radiográficas de sementes agrícolas (MEDEIROS et al., 2020b, p. 2). Portanto, é 

uma ferramenta de ampla utilização nas ciências agrárias que também pode ser 

aplicada em sementes nativas desde que se desenvolva uma metodologia adequada 

para isto, como a proposta apresentada no presente trabalho. 

A aplicação de métodos de aprendizagem de máquina é amplamente 

utilizada e mostrou-se eficiente em estudos florestais com base em técnicas de 

análise de imagens (FRANKLIN; AHMED, 2017, p. 5236; FRANKLIN et al., 2017, p. 

501; CAO et al., 2018, p. 17; WESSEL et al., 2018, p. 19; XI et al., 2020, p. 14). Em 

sementes, a análise de imagens associada à aprendizagem de máquina contribuiu 

para a avaliação de diversos aspectos (RAHMAN; CHO, 2016, p. 286 e 299; 

HEMENDER et al., 2018, p. 2), como aplicação de imagens de espectroscopia para 

identificar sementes transgênicas e discriminar culturas agrícolas (LIU et al., 2016, p. 

420), selecionar variedades com visão computacional (KURTULMUŞ; ÜNAL, 2015, 

p. 1880), classificar sementes através de imagens radiográficas (MEDEIROS et al., 

2020a, p. 1; MEDEIROS et al., 2020b, p. 8) e medir com precisão o tamanho de 

grãos de arroz com processamento de imagens em tempo real (SINGH et al., 2020, 

p. 19). Contudo, as metodologias usadas nos estudos citados não podem ser 

simplesmente adotadas em sementes nativas devido as variações morfobiométricas 

que estas apresentam. 

Portanto, necessita-se comprovar que o uso associado de diferentes 

descritores em cada semente é capaz de reduzir os erros de identificação devido à 

maior precisão de mensuração e baixa interferência humana, bem como estabelecer 

uma metodologia para captura das imagens de sementes que seja acessível, 

eficiente e reproduzível. Nesse sentido, a possibilidade de identificar espécies 

florestais nativas por meio das características externas das sementes, capturadas 

por imagens digitais e classificadas por aprendizado de máquina, apresenta-se 

como uma alternativa metodológica para identificar espécies e analisar de sementes 

florestais. 
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1.1 OBJETIVOS 

 

1.1.1 Objetivo geral 

 

Possibilitar a identificação de sementes florestais por meio da análise de 

imagens combinada com técnicas de aprendizado de máquina. Além de estabelecer 

uma metodologia para aquisição e processamento de imagens que seja acessível, 

reproduzível e eficiente, com enfoque em sementes nativas. 

 

1.1.2 Objetivos específicos 

 

o Quantificar e analisar os trabalhos científicos que contemplem estudos com 

imagem e aprendizado de máquina aplicados às sementes por meio da 

análise bibliométrica, bem como apontar os principais tópicos e lacunas 

existentes para pesquisas em sementes florestais com esse enfoque; 

o Utilizar ferramentas de análise de imagens em sementes para fins de 

diferenciação e caracterização de espécies florestais nativas, a partir de uma 

metodologia de captura e processamento de imagens; e 

o Aplicar diferentes classificadores de aprendizado de máquina associado à 

análise de imagens para identificação de espécies florestais nativas a partir 

de características morfobiométricas de sementes, empregando ferramentas 

de livre acesso para processamento de imagens e aprendizado de máquina. 

 

1.2 DIVISÃO E ORGANIZAÇÃO DA TESE 

 

Para alcançar os objetivos propostos, esta tese foi dividida em três capítulos, 

além da inclusão de uma revisão de literatura sobre a temática abordada neste 

trabalho: 

Capítulo 1 - Análise de imagens e aprendizado de máquina aplicada a 

sementes: uma revisão bibliométrica; 

Capítulo 2 - Caracterização e diferenciação de espécies nativas do Brasil por 

meio da análise de imagens de sementes: uma nova abordagem metodológica; e 

Capítulo 3 - Aplicação de aprendizagem de máquina para identificar 

espécies nativas a partir da análise de sementes por imagens. 
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2 REVISÃO DE LITERATURA 
 

A revisão bibliográfica desempenha um papel fundamental no contexto da 

pesquisa e estudo acadêmico, fornecendo uma introdução ao tema principal deste 

documento. Neste sentido, será abordada a relevância da caracterização de 

sementes florestais por meio de métodos biométricos, destacando suas implicações 

em diferentes áreas de estudo e explorando possíveis abordagens alternativas com 

o uso de ferramentas de processamento de imagens. Além disso, ênfase será dada 

ao emprego do aprendizado de máquina na área da Silvicultura. 

 

2.1 CONTEXTUALIZAÇÃO  

 

As sementes nativas apresentam diversidade dos aspectos biométricos e 

morfológicos. Nesse sentido, a identificação de espécies por meio das 

características externas das sementes se apresenta como um fator limitante, uma 

vez que a quantidade de plantas que compõe a biodiversidade brasileira 

impossibilita o uso de métodos manuais e estatísticos. Por isso, uma alternativa é 

explorar técnicas de análise de imagens e aprendizagem de máquina para identificar 

espécies a partir de uma metodologia de captura e processamento de imagens, 

inexistentes em sementes florestais nativas. 

Exploração que incluem a análise de imagens associadas a modelagens de 

inteligência artificial foi feita para identificação de fungos, plantas e doenças 

sistêmicas em espécies de uso ornamental e comercial, a partir de características 

morfológicas capturadas por câmera. Inclusive, com o desenvolvimento de 

aplicativos por startups, instituições públicas e empresas, como iNaturalist1, 

Mushroom Identify2, PlantNet3, PlantSnap4, Plantyx5, Picture Mushroom6 e 

PictureThis7. Por isso, essa temática é continuamente estudada e aprofundada em 

diversas áreas devido às inúmeras aplicações. 

 
1 https://www.inaturalist.org/ 
2 https://champignouf.com/ 
3 https://identify.plantnet.org/ 
4 https://www.plantsnap.com/ 
5 https://apps.apple.com/br/app/plantyx-identificar-plantas/id1490577892 
6 https://apps.apple.com/us/app/mushroom-identificator/id1227854971 
7 https://www.picturethisai.com/ 
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Nas ciências agrárias, é possível encontrar aplicação de aprendizagem de 

máquina em diferentes domínios de problemas, como manejo de culturas, previsão 

de produtividade, detecção de doenças e matocompetição, qualidade da cultura e 

reconhecimento das espécies, além de gestão do solo e da água (LIAKOS et al., 

2018, p. 1). Nesse sentido, técnicas de aprendizagem de máquina na silvicultura e 

tecnologia de sementes florestais deve ser incentivada, sobretudo para as espécies 

nativas que carecem destes estudos. 

 

2.2 BIOMETRIA PARA CARACTERIZAÇÃO DE SEMENTES 

 

A “biometria” é caracterizada como medida da vida em seu contexto geral 

(bio=vida, e metria=medida)8 com base em análise estatística9, mensuração de 

órgãos, tecidos, estruturas e indivíduos. A caracterização biométrica em plantas 

pode ser feita com avaliação dos aspectos morfológicos (flores, folhas, frutos e 

sementes), sendo frutos e sementes essencialmente importantes na área florestal, 

como destacado nos trabalhos de Santos et al. (2018), Conceição et al. (2019), 

Araújo et al. (2022) e Bezerra et al. (2022) com espécies nativas. 

Variações nas características biométricas das sementes estão diretamente 

associadas à diversidade genética de populações e alterações ambientais da região 

de origem, como estudado para Acrocomia aculeata (Jacq.) Lodd. ex Mart. 

(ALFARO-SOLÍS et al., 2020, p. 1920), Annona sp. L. (PONTES et al., 2018, p. 452), 

Aspidosperma discolor A.DC. (LIMA et al., 2015, p. 2 e 9), Caesalpinia ferrea Mart. 

ex Tul. (SILVA et al., 2017, p. 85), Casearia grandiflora Cambess. (COSTA et al., 

2016, p. 395), Consolida regalis Gray (REWICZ et al., 2016, p. 32), Juniperus 

oxycedrus subsp. oxycedrus L. (BRUS et al., 2011, p. 667) e Pityrocarpa moniliformis 

(Benth.) Luckow & R.W. Jobson (FELIX et al., 2020, p. 5 e 7). 

A avaliação de aspectos biométricos de sementes são fundamentais para o 

entendimento da dinâmica populacional e estabelecimento de espécies em novos 

ambientes (BRUS et al., 2011, p. 667; KHUMAEVA et al., 2016, p. 140; REWICZ et 

al., 2016, p. 32; SILVA et al., 2017, p. 85). Além disso, a análise biométrica auxilia na 

seleção de indivíduos e populações através da divergência genética encontrada 

entre diferentes progenitoras como destacado nos estudos de Menegatti et al. (2017, 

 
8 https://dicionario.priberam.org/biometria 
9 https://www.dicio.com.br/biometria/ 
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p. 370), Roveri-Neto e Paula (2017, p. 320), Pontes et al. (2018, p. 452), Correia et 

al. (2019, p. 758) e Rosa et al. (2020, p. 4). Portanto, evidencia-se que a 

caracterização biométrica de sementes contribui para estudos populacionais, 

diferenciação de espécies e genótipos. No entanto, vale ressaltar que a biometria 

convencional geralmente utiliza um descritor de tamanho, como comprimento, 

largura e espessura das sementes. 

Frequentemente, a obtenção dos caracteres biométricos em sementes 

florestais é feita manualmente com paquímetro digital (COSTA et al., 2016, p. 390; 

SILVA et al., 2017, p. 87; SANTOS et al., 2018, p. 220; CONCEIÇÃO et al., 2019, p. 

328; CORREIA et al., 2019, p. 752), o qual é susceptível a erros do avaliador e 

demanda tempo para aferição de muitas amostras. Por isso, normalmente é 

realizada com pequenas quantidades dificilmente superiores a 100 sementes 

(DUTRA et al., 2017, p. 128; MENEGATTI et al., 2017, p. 367; ROVERI-NETO; 

PAULA, 2017, p. 320; ZUFFO et al., 2019, p. 1; ROSA et al., 2020, p. 2). Além disso, 

a definição de coloração da semente a olho nu tem limitações por ser de difícil 

definição e susceptível a erro humano. 

Diante das limitações apresentadas e para caracterizar de forma fidedigna 

as espécies florestais nativas, deve-se realizar um esforço amostral maior, que 

somente é alcançado com o uso de ferramentas de análises e processamento com 

várias amostras. O processamento digital de imagens para geração de atributos das 

sementes é capaz de fornecer diversos descritores quantitativos (DELL’AQUILA, 

2006, p. 21; VARMA et al., 2013, p. 31; RAHMAN; CHO, 2016, p. 286; HEMENDER 

et al., 2018, p. 2 e 3). Portanto, utilizar técnicas de análise de imagens para 

biometria de sementes nativas associada a uma metodologia de captura e 

processamento de imagens é uma alternativa para geração de atributos e 

caracterização de espécies. 

 

2.3 IMPLICAÇÕES PARA DIFERENTES ESTUDOS 

 

A avaliação biométrica além de fornecer informações relacionadas a 

diversidade genética entre indivíduos e populações, também contribui para 

identificação de espécies e diferenciação de genótipos a partir de sementes 

(BACCHETTA et al., 2008, p. 681; MARANHO et al., 2014, p. 56; BIANCO et al., 

2017, p. 8). Além disso, a biometria associada a morfologia de sementes auxilia em 
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estudos de taxonomia, identificação, variabilidade genética e interações fenotípicas 

(PONTES et al., 2018, p. 444 e 452). 

A aplicação da análise biométrica também auxilia na determinação de 

divergência genética entre populações e indivíduos, subsidiando a escolha de 

descritores que podem ser utilizados para seleção de genótipos, visto que as 

variações biométricas encontradas em sementes estão associadas ao 

estabelecimento da espécie e dinâmica populacional (COSTA et al., 2016, p. 395; 

PONTES et al., 2018, p. 452). Assim, existe a necessidade de estabelecer e 

quantificar os descritores biométricos que reflitam a existência de diversidade 

genética entre genótipos e populações florestais. 

A seleção de genótipos potenciais por meio de análise biométrica de 

sementes contribui para o melhoramento genético e diversidade das espécies 

florestais. Nesse sentido, a biometria de sementes auxiliou na seleção de matrizes 

de Ceiba speciosa St. Hil (ROVERI-NETO; PAULA, 2017, p. 320), Bowdichia 

virgilioides Kunth (CONCEIÇÃO et al., 2019, p. 334) e Aspidosperma pyrifolium Mart. 

(CORREIA et al., 2019, p.758), bem como no melhoramento e acesso a 

variabilidade genética de populações de Mimosa scabrella Benth. (MENEGATTI et 

al., 2017, p. 370) e Lecythis pisonis Cambess. (ROSA et al., 2020, p. 6). E em 

estudos de divergência genética em Casearia grandiflora Camb. (COSTA et al., 

2016, p. 395) e Pityrocarpa moniliformis (Benth.) Luckow & R.W. Jobson (FELIX et 

al., 2020, p.7). 

Portanto, a análise de sementes a partir de imagens apresenta-se como 

alternativa para estudos de populações, seleção de matrizes, melhoramento 

genético, diferenciação de genótipos e análise da variabilidade genética em 

espécies florestais, substituindo os métodos convencionais de mensuração e 

obtenção dos dados biométricos em sementes nativas. Para isso, é necessário o 

desenvolvimento de uma metodologia de captura e processamento de imagens 

voltados para sementes florestais. 

 

2.4 ANÁLISE DE IMAGENS APLICADO ÀS SEMENTES 

 

A análise de sementes por imagens apresenta vantagens em relação às 

técnicas tradicionais ou manuais de mensuração (VARMA et al., 2013, p. 31), 

principalmente em relação a velocidade e otimização das avaliações (HEMENDER 
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et al., 2018, p. 2). É um método não invasivo, e as análises podem ser 

automatizadas, ter baixo custo operacional e de qualificação dos profissionais, 

proporcionando, por exemplo, uma correta identificação varietal e de qualidade de 

sementes, essencial para produtores, comerciantes e usuários (KAPADIA; 

SASIDHARAN; KALYANRAO, 2017, p. 43). 

As análises de imagens são testadas e padronizadas por espécie para 

avaliar com precisão diversos aspectos das sementes (RAHMAN; CHO, 2016, p. 

299), empregando-se softwares que extraem dados quantitativos relacionados à 

semente, e facilitam a obtenção de descritores específicos (DELL’AQUILA, 2006, p. 

21; VARMA et al., 2013, p. 31; HEMENDER et al., 2018, p. 2). Contudo, nota-se que 

os estudos se concentram em culturas agrícolas de importância econômica. 

O processamento digital de imagens também contribui para a biologia, 

morfologia e indústria de sementes em geral, atuando em programas de 

identificação, produção, colheita, controle de qualidade, classificação, pesquisa e 

fenotipagem (VARMA et al., 2013, p. 32), além de auxiliar na avaliação da qualidade 

fisiológica de sementes (DELL’AQUILA, 2006, p. 21; PEÑALOZA; DURÁN, 2015, p. 

270; RAHMAN; CHO, 2016, p. 286 e 295). Como resultado, o uso de técnicas de 

análise de imagens reduz o tempo necessário para a execução de atividades, 

otimizando metodologias de avaliação, o que traz vantagens operacionais e 

objetividade para as análises (PEÑALOZA; DURÁN, 2015, p. 267). 

Os principais descritores morfobiométricos das sementes obtidos com a 

análise de imagens estão relacionados à coloração, formato e dimensões das 

sementes (DELL’AQUILA, 2006, p. 21; VARMA et al., 2013, p. 31; HEMENDER et 

al., 2018, p. 4). Esses descritores foram utilizados com diversos objetivos: identificar 

espécies do mesmo gênero (BACCHETTA et al., 2008, p. 681; BIANCO et al., 2017, 

p. 8; PONTES et al., 2018, p. 452); identificar genótipos de diferentes regiões 

(MEDINA; SKURTYS; AGUILERA, 2010, p. 245; REWICZ et al., 2016, p. 28 e 29; 

SARIGU et al., 2019, p. 808); taxonomia, catalogação, e delimitação de espécies 

(BACCHETTA et al., 2008, p. 671; ORRÙ et al., 2012, p. 231; BIANCO et al., 2017, 

p. 8; UCCHESU et al., 2016, p. 15; SARIGU et al., 2019, p. 808); e diferenciação 

morfológica de sementes (MEDINA; SKURTYS; AGUILERA, 2010, p. 245; ORRÙ et 

al., 2012, p. 240). Todos os estudos citados foram conduzidos em espécies não 

nativas do Brasil. 
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As técnicas de análises de imagens em sementes também contribuem para 

estudos arqueológicos (GONG et al., 2010, p. 82; ORRÙ et al., 2012, p. 240; 

UCCHESU et al., 2016, p. 15), caracterização de bancos de germoplasma 

(BACCHETTA et al., 2008, p. 670 e 681; SAU et al., 2018, p. 124), diferenciação de 

indivíduos em função da origem geográfica e classificação de sementes (MEDINA; 

SKURTYS; AGUILERA, 2010, p. 245; PEÑALOZA; DURÁN, 2015, p. 268). 

Entretanto, não há relatos de estudos similares com espécies florestais nativas. 

Dentre as ferramentas tecnológicas que podem ser utilizadas para capturar 

informações contidas em uma imagem digital, destaca-se o software ImageJ® 

(FERREIRA; RASBAND, 2012, p. 1) que foi desenvolvido em plataforma Java. Este 

permite incontáveis possibilidades para tratamento de imagens digitais e obtenção 

de dados em elementos contidos da imagem e delimitados pelo software, os quais 

são interpretados como partículas em uma imagem. Por exemplo, este software foi 

utilizado para avaliação morfométrica em Moringa oleifera Lam. (NORONHA et al., 

2018, p. 1), caracterização biométrica de Pityrocarpa moniliformis (Benth.) Luckow & 

R.W. Jobson (FELIX et al., 2020, p. 7), discriminação taxonômica de Paeonia 

mascula (L.) Mill. (SARIGU et al., 2019, p. 808) e classificação de sementes de 

Jatropha curcas L. (MEDEIROS et al., 2020a, p. 1), bem como avaliação da 

diversidade genética em bancos de germoplasma de Malus domestica Borkh. (SAU 

et al., 2018, p. 124) e processamento de imagens radiográficas de sementes 

agrícolas (MEDEIROS et al., 2020b, p. 2). 

Outros métodos não destrutivos com base em imagens digitais são utilizados 

para avaliação de sementes, como visão de máquina (machine vision), 

espectroscopia (spectroscopy), imagens hiperespectrais (hyperspectral imaging), 

imagem de raios-X (soft x-ray imaging), imagem térmica (thermal imaging) e técnicas 

de nariz eletrônico (electronic nose) (RAHMAN; CHO, 2016, p. 287). Juntamente à 

essas técnicas, algoritmos de inteligência artificial são empregados para otimizar o 

processo de análise das sementes (BIANCHINI et al., 2021, p. 3), como aplicação de 

imagens de espectroscopia para identificar sementes transgênicas e discriminar 

culturas agrícolas (LIU et al., 2016, p. 420), selecionar variedades com visão 

computacional (KURTULMUŞ; ÜNAL, 2015 p. 1880) ou classificar sementes através 

de imagens radiográficas e aprendizado de máquina (MEDEIROS et al., 2020a, p. 1; 

2020b, p. 8). 
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Portanto, a utilização de análise de imagens associada à inteligência artificial 

é uma alternativa para identificação de sementes, entretanto, não foram encontrados 

relatos de estudos com esse enfoque para espécies florestais nativas. Por isso, é 

necessário testar diferentes técnicas de aprendizado de máquina para confirmar a 

efetividade de aplicação do algoritmo para o problema proposto. 

 

2.5 APRENDIZADO DE MÁQUINA NA SILVICULTURA 

 

A aprendizagem de máquina (Machine Learning), método dentro do universo 

da inteligência artificial, proporcionou novas investigações e oportunidades para as 

ciências que trabalham com grandes volumes de dados (big data), tornando possível 

desvendar, quantificar e compreender processos intensivos (LIAKOS et al., 2018, p. 

1). Assim, o objetivo com o aprendizado de máquina é a construção de programas 

que melhorem seu desempenho por meio de exemplos (MITCHELL, 1997). 

No setor florestal, técnicas de aprendizagem de máquina são utilizadas em 

diversas aplicações, como classificação de espécies arbóreas decíduas (FRANKLIN; 

AHMED, 2017, p. 5236) e de pináceas com base em imagens multiespectrais 

coletadas a partir de veículos aéreos não tripulados – VANTs (FRANKLIN et al., 

2017, p. 501). Também contribui para identificação de espécies de mangue (CAO et 

al., 2018, p. 17), classificação e diferenciação de folhosas e coníferas (WESSEL et 

al., 2018, p. 19) e manejo de florestas para sortimento e filtragem da madeira (XI et 

al., 2020, p. 14). 

No processamento de imagens digitais, a quantidade de dados relacionados 

às sementes tornaria difícil a identificação e classificação das sementes, por isso, 

emprega-se técnicas de aprendizagem de máquina para definir os critérios e 

identificar os atributos que o pesquisador deseja. Existem diversos algoritmos de 

aprendizagem de máquina que podem ser utilizados nas ciências agrárias, como 

redes neurais artificiais (artificial neural networks), modelos bayesianos (bayesian 

models), aprendizado profundo (deep learning), redução de dimensionalidade 

(dimensionality reduction), árvores de decisão (decision trees), aprendizado por 

conjunto (ensemble learning), aprendizagem com base em instâncias (instance-

based learning) e máquinas de vetores de suporte (support vector machines) 

(LIAKOS et al., 2018, p. 2). 
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Em resumo, estudos evidenciaram a importância da aplicação da 

aprendizagem de máquinas na área de sementes em vários aspectos (RAHMAN; 

CHO, 2016, p. 286 e 299; HEMENDER et al., 2018, p. 2), como aplicação de 

imagens de espectroscopia para identificar sementes transgênicas e discriminar 

culturas agrícolas (LIU et al., 2016, p. 420), selecionar variedades com visão 

computacional (KURTULMUŞ; ÜNAL, 2015, p. 1880), classificar sementes através 

de imagens radiográficas (MEDEIROS et al., 2020a, p. 1; 2020b, p. 8) e medir com 

precisão o tamanho de grãos de arroz com processamento de imagens em tempo 

real (SINGH et al., 2020, p. 19). Portanto, a aplicação de aprendizagem de máquina 

a partir da morfobiometria de sementes poderá contribuir em trabalhos de 

identificação de espécies, diferenciação de genótipos e análise de sementes 

florestais em geral. 

A revisão bibliográfica apresentada destaca as possibilidades de aplicação 

da análise de imagens e aprendizado de máquina na área da Silvicultura. No 

entanto, é evidente a falta de respaldo quantitativo e qualitativo nos estudos que 

abordam essa temática, especialmente em relação às espécies florestais nativas do 

Brasil. Nesse sentido, é necessário realizar estudos bibliométricos abrangentes que 

possam fornecer informações atualizadas sobre o estado da arte da análise de 

imagens e aprendizado de máquina aplicados em sementes; temática essa que será 

abordada no primeiro capítulo. Pesquisas como esta ajudarão a preencher uma 

lacuna de conhecimento e promover avanços significativos nesse campo. 
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CAPÍTULO 1: ANÁLISE DE IMAGENS E APRENDIZADO DE MÁQUINA 
APLICADA A SEMENTES: UMA REVISÃO BIBLIOMÉTRICA 

 

RESUMO 
 

A bibliometria como área da ciência da informação permite aplicar métodos 
estatísticos e matemáticos para analisar e contribuir com a dinâmica e evolução da 
informação científica e tecnológica sobre determinado tema ou área do 
conhecimento. Assim, o presente capítulo pretende quantificar e analisar os 
trabalhos científicos que contemplem estudos com imagem e aprendizado de 
máquina aplicados às sementes por meio da análise bibliométrica, com a justificativa 
de apontar os principais tópicos e lacunas existentes para pesquisas com sementes 
florestais. A metodologia de análise bibliométrica seguiu cinco etapas: seleção das 
principais bases de dados, definição das palavras-chave, pesquisa dos trabalhos, 
triagem dos artigos científicos, e tratamento bibliométrico para análise dos 
resultados. As publicações de artigos contendo os termos avaliados tiveram os 
primeiros registros entre os anos 2000-2010, tendo até 2022 um total de 136 
publicações dentro das áreas de Arqueologia (0,7%), Botânica (2,2%), Ciências 
Agronômicas (90,4%) e Ciências Florestais (6,6%). O principal foco dos estudos 
selecionados foram classificação de sementes, identificação e detecção de 
sementes, avaliação da qualidade de sementes e germinação, sobretudo com 
espécies de culturas agrícolas de importância econômica. China, Brasil, Índia e 
Estados Unidos da América são os países com maior número de publicações, 
entretanto, o Brasil apresenta baixa conexão e colaboração entre pesquisadores de 
diferentes países, enquanto os autores mais relevantes são da China. A abordagem 
de análise de imagens e aprendizado de máquina nos artigos com sementes 
apresentou expressivo aumento de publicações a partir de 2017, sobretudo, entre 
pesquisadores internacionais. O baixo número de publicações com o objetivo 
“espécies florestais” demostra uma maior necessidade de pesquisas. Além disso, 
este estudo evidenciou possiblidades de aplicações de análise de imagens e 
aprendizado de máquina em sementes nativas. Portanto, a bibliometria apresentada 
possibilita preencher ao menos este espaço com algum trabalho que vislumbre a 
biodiversidade florestal brasileira. 
 

Palavras-chave: bibliometria; ciência da informação; inteligência artificial; 
metadados; sementes florestais. 
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ABSTRACT 
 

Bibliometrics, as a field of information science, allows for the application of statistical 
and mathematical methods to analyze and contribute to the dynamics and evolution 
of scientific and technological information on a specific theme or area of knowledge. 
Thus, this chapter aims to quantify and analyze scientific works that encompass 
studies on image and machine learning applied to seeds through bibliometric 
analysis, with the justification of identifying key topics and existing gaps for research 
on forest seeds. The bibliometric analysis methodology followed five stages: 
selection of the main databases, definition of keywords, literature search, screening 
of scientific articles, and bibliometric treatment for results analysis. The publications 
of articles containing the evaluated terms had their first records between 2000-2010, 
with a total of 136 publications by 2022 within the fields of Archaeology (0.7%), 
Botany (2.2%), Agronomic Sciences (90.4%), and Forestry Sciences (6.6%). The 
main focus of the selected studies was seed classification, identification and 
detection of seeds, seed quality evaluation and germination, particularly with 
economically important crop species. China, Brazil, India, and the United States of 
America are the countries with the highest number of publications, however, Brazil 
shows low connection and collaboration among researchers from different countries, 
while the most relevant authors are from China. The approach of image analysis and 
machine learning in articles with seeds showed a significant increase in publications 
since 2017, especially among international researchers. The low number of 
publications targeting "forest species" demonstrates a greater need for research. 
Moreover, this study highlighted possibilities for applications of image analysis and 
machine learning in native seeds. Therefore, the presented bibliometrics allows for 
filling at least this gap with some work that envisions the Brazilian forest biodiversity. 
 

Keywords: bibliometrics; information science; artificial intelligence; metadata; forest 
seeds. 

 
 
3.1 INTRODUÇÃO 

 

O aprendizado de máquina é uma área de estudo dentro da inteligência 

artificial, sendo aplicado cada vez mais na resolução de problemas em diferentes 

setores da economia, pesquisa científica e tecnológica (CERRI; CARVALHO, 2017, 

p. 297). Nesse sentido, a análise de imagens em sementes e aplicação de técnicas 

de aprendizado de máquina nos trabalhos científicos se mostrou uma tendência 

crescente nos últimos anos em plataformas como Web of Science e Scopus, 

entretanto, sem respaldo quantitativo ou estatístico. Uma forma de resolver isto, é 

utilizar a bibliometria como área da ciência da informação que permite aplicar 

métodos estatísticos e matemáticos para analisar e contribuir com a dinâmica e 
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evolução da informação científica e tecnológica sobre determinado tema ou área do 

conhecimento, a exemplo de estudos com sementes. 

A análise bibliométrica tem abrangência interdisciplinar, podendo ser 

aplicada em diferentes contextos. Pode-se citar: identificar tendências do 

conhecimento em um determinado tema, estudar dispersão e obsolescências dos 

campos científicos, medir o impacto das publicações e dos serviços de 

disseminação da informação, estimar a cobertura das revistas científicas, identificar 

autores e instituições mais produtivas (FONSECA, 1986, p. 10). Segundo o mesmo 

autor, é possível identificar as revistas do núcleo de cada disciplina, estudar relações 

entre a ciência e a tecnologia, investigar relações entre disciplinas e áreas do 

conhecimento, avaliar a produção científica, monitorar o desenvolvimento de 

tecnologias, bem como adaptar políticas de aquisição e descarte de publicações. 

Entre os exemplos de estudos bibliométricos amplos no Brasil, destaca-se a 

avaliação da produção científica sobre indicadores educacionais no país entre 2011 

e 2020 (SOUZA; FORTE, 2022). Como resultados, os autores encontraram nos 

últimos cinco anos um crescimento do número de publicações, entretanto, apesar do 

aumento nos últimos anos, o número de artigos analisado não apresenta 

concentração em temáticas de estudo ou de pesquisadores para a área da 

educação (SOUZA; FORTE, 2022, p. 477). Entre os exemplos de trabalhos na área 

florestal ao redor do mundo, destacam-se as causas e efeitos de incêndios em 

florestas tropicais (JUÁREZ-OROZCO; SIEBE; FERNÁNDEZ, 2017, p. 1) e 

tendências na pesquisa global em sequestro de carbono (HUANG et al., 2020, p. 1). 

Em resumo, os trabalhos citados buscaram compreender a dinâmica do tema 

abordado com base na revisão bibliométrica. 

Em sementes, estudos bibliométricos foram conduzidos com patologia de 

sementes agrícolas para a visualização das necessidades e possibilidades de 

pesquisa científica nesta área (CUNHA; FERREIRA, 2021), bem como avaliação das 

tendências de pesquisas sobre dispersão de sementes e suas consequências (LIU 

et al., 2022), além do progresso da pesquisa sobre o banco de sementes no solo 

(SHI et al., 2020). Fato interessante, é que não foram encontrados trabalhos 

bibliométricos com foco em testes e análise de sementes. Assim, fica o 

questionamento: e quanto aos trabalhos com análise de imagens de sementes e 

aplicação de aprendizado de máquina? E quanto aos estudos com espécies 

florestais? 
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Diante do esboço, o presente capítulo objetivou quantificar e analisar os 

trabalhos científicos que contemplem estudos com imagem e aprendizado de 

máquina aplicados às sementes por meio da análise bibliométrica, bem como 

apontar os principais tópicos e lacunas existentes para pesquisas em sementes 

florestais com esse enfoque. 

 

3.2 MATERIAL E MÉTODOS 

 

A metodologia de análise bibliométrica seguiu cinco etapas conforme 

descrito na FIGURA 1, adaptado de Chueke e Amatucci (2022): (i) seleção das 

principais bases de dados, (ii) definição das palavras-chave, (iii) pesquisa dos 

trabalhos, (iv) triagem dos artigos científicos, e (v) tratamento bibliométrico para 

análise dos resultados. 

 

FIGURA 1 – ETAPAS DA METODOLOGIA PARA ANÁLISE BIBLIOMÉTRICA 

 
FONTE: O autor (2023). 
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3.2.1 Seleção das bases de dados 

 

As bases de dados selecionadas para a análise bibliométrica foram a Web of 

Science (https://www.webofscience.com) e Scopus (https://www.scopus.com), por 

apresentarem uma base internacional abrangente de artigos científicos e 

contemplarem os principais periódicos do mundo. 

 

3.2.2 Definição das palavras-chave 

 

As palavras-chaves foram utilizadas em idioma inglês (keywords), definidas 

de maneira ampla para abranger o maior número de trabalhos com a temática 

semente “seed”, acrescida dos termos imagem “image” e aprendizado de máquina 

“machine learning”. A primeira busca de trabalhos visou analisar a evolução 

quantitativa das publicações nos temas relacionados em conjunto “seed” e “image”, 

e “seed” e “machine learning”, seguido do refinamento e análise bibliométrica dos 

trabalhos em uma segunda busca que contemplem a interação das palavras-chave: 

“seed” e “image” e “machine learning” (FIGURA 2). 

 

FIGURA 2 – DEFINIÇÃO DAS PALAVRAS-CHAVE PARA A PRIMEIRA E SEGUNDA BUSCA DE 
TRABALHOS 

 
FONTE: O autor (2023). 
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3.2.3 Pesquisa 

 

A busca dos trabalhos nas duas bases de dados foi realizada por meio do 

Portal do Periódico Capes (https://www-periodicos-capes-gov-

br.ez22.periodicos.capes.gov.br/index.php), acesso CAFe, com acesso livre 

permitido por meio da Universidade Federal do Paraná, no mês de abril de 2023. 

 

3.2.4 Triagem dos trabalhos 

 

A primeira e segunda busca de trabalhos contemplando os termos 

selecionados foram limitados a artigos científicos, indexados em periódicos e 

publicados até o ano de 2022, ou seja, publicados até 31/12/2022. Esses termos são 

os principais pontos da tese, por isso, a pesquisa dos termos selecionados foi feita 

para elementos contidos no título (Title), resumo (Abstract) e palavras-chaves 

(Keywords) em cada artigo. 

Os arquivos contendo os metadados das duas bases foram salvos no 

formato BibTeX e exportados para microcomputador. Na sequência, os artigos 

repetidos em mais de uma base de dados foram excluídos usando os recursos 

computacionais do pacote “bibliometrix” (ARIA; CUCCURULLO, 2017) por meio do 

software estatístico R, versão 4.3.0 (R CORE TEAM, 2020). 

Os artigos usados no tratamento bibliométrico foram classificados com base 

na área de abrangência (Arqueologia, Botânica, Ciências Agronômicas e Ciências 

Florestais), foco ou objetivos das publicações (Classificação, Detecção, Germinação, 

Identificação e Qualidade de sementes), e listados quanto às espécies-alvo 

estudadas. As definições usadas para seleção dos trabalhos com análise de 

imagens e aprendizado de máquina aplicados em sementes estão descritas a 

seguir: 

1. Arqueologia - pesquisas com fósseis, história da agricultura e 

conhecimento sobre dietas alimentares na antiguidade. 

2. Botânica – pesquisas que contribuam para a biologia vegetal, evolução 

das espécies ou botânica. 

3. Ciências Agronômicas – pesquisas envolvendo sementes de culturas 

agrícolas comercializadas. 
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4. Ciências Florestais – pesquisas envolvendo sementes florestais 

nativas, exóticas, plantadas, de importância ecológica ou econômica. 

 

3.2.5 Tratamento bibliométrico 

 

Os metadados obtidos após a etapa de triagem dos trabalhos foram 

processados usando o pacote “bibliometrix” e analisados quanto aos seguintes 

critérios: 

1. Annual Scientific Production - histórico de publicações de artigos 

científicos indexados nas bases de dados selecionadas; 

2. Total Documents - quantitativo de publicações com tema relevante 

destacado nas palavras-chave de busca até o ano de 2022; 

3. Country Scientific Production e Collaboration WorldMap - quantificação 

da produção mundial de artigos com a temática buscada e colaboração entre 

autores de diferentes países, a modelagem de busca dos artigos considerou Reino 

Unido formado por países constituintes da Inglaterra, Escócia, País de Gales e 

Irlanda do Norte; 

4. Most Relevant Sources e Most Relevant Authors - principais periódicos 

e pesquisadores mais relevantes no âmbito internacional que publicaram artigos 

com a temática buscada; 

5. WordCloud - temas principais abordados nos artigos a partir das 

palavras-chaves indicadas pelos autores, os termos “machine learning” não foram 

apresentados na nuvem de palavras, por ser um tema comum em todos os artigos 

analisados; 

6. Trend Topics - tendência dos temas ao longo dos anos nos artigos 

publicados a partir das palavras-chaves indicadas pelos autores; 

7. Co-occurrence Network - rede de coocorrência dos temas abordados 

nos artigos publicados a partir dos termos contidos nos títulos. 

Por fim, apresentou-se uma síntese com os artigos relativos aos estudos 

florestais com resumo metodológico, objetivos e conclusões, demonstrando o que foi 

trabalhado com espécies florestais até o momento. 
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3.3 RESULTADOS E DISCUSSÃO 

 

As publicações de artigos nas bases Web of Science e Scopus contendo os 

termos “seed” e “image” tiveram crescimento de tendência exponencial desde 1999 

(210 artigos), elevando-se para 578 artigos em 2009 e 1931 artigos em 2019, 

reforçando a relevância do tema em trabalhos científicos recentes (FIGURA 3A). 

Enquanto os artigos englobando os termos “seed” e “machine learning” 

apresentaram expressivo quantitativo de publicações a partir de 2017, saindo de 54 

artigos publicados para 473 artigos em 2022 (FIGURA 3B). Embora estes números 

não sejam exclusivamente de trabalhos com sementes agrícolas ou florestais, os 

resultados demostram como o tema vem sendo estudado em diferentes áreas do 

conhecimento. 
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FIGURA 3 – HISTÓRICO DE PUBLICAÇÕES DE ARTIGOS CIENTÍFICOS INDEXADOS NAS 
BASES DE DADOS SELECIONADAS ATÉ O ANO DE 2022 

 
FONTE: O autor (2023). 
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 Publicações de artigos contendo os termos “seed”, “image” e “machine 

learning” em conjunto são menos representativos, com os primeiros registros apenas 

entre 2000-2010. A partir de 2017, as publicações passaram de 16 para 133 artigos 

por ano em 2022 (FIGURA 3C). No total, foram encontrados registros de 224 artigos 

na base de dados Scopus e 244 artigos na base de dados Web of Science. Após 

refinamento desses números, 138 arquivos repetidos ou duplicados foram excluídos 

por estarem presentes em mais de uma base de dados, resultando em um universo 

de 330 artigos. Destes, 136 publicações (Total Documents) relacionados ao tema da 

tese foram classificadas dentro das áreas de Arqueologia, Botânica, Ciências 

Agronômicas e Ciências Florestais, onde verifica-se a crescente evolução da 

produção científica anual (Annual Scientific Production) a partir de 2017 (FIGURA 4). 

A lista completa dos trabalhos selecionados e analisados encontra-se no APÊNDICE 

1. 

 

FIGURA 4 – PRODUÇÃO CIENTÍFICA ANUAL COM TEMA RELEVANTE DESTACADO NAS 
PALAVRAS-CHAVE DE BUSCA ATÉ O ANO DE 2022 

 
FONTE: O autor (2023). 

 

A pandemia da COVID-19 pelo novo coronavírus (SARS-CoV-2) pode ter 

causado uma pequena inflexão entre os anos de 2019 e 2020 no número de 

trabalhos indexados com temática em semente e análise de imagem, como 

demonstrado nas curvas da FIGURA 3A. Entretanto, nota-se que a pandemia não 
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afetou negativamente no número de artigos publicados com a temática buscada nos 

anos seguintes, mantendo a tendência exponencial de publicações com as 

temáticas analisadas (FIGURA 3). 

As primeiras técnicas de inteligência artificial foram definidas nos anos de 

1950 (NEWELL; SIMON, 1956), porém, o incremento da utilização nos últimos anos 

é devido ao desenvolvimento computacional e da disponibilização de muitos dados, 

preteritamente não disponíveis, fato que possibilita a resolução de problemas 

complexos. Atualmente tem havido um crescente interesse entre pesquisadores e 

profissionais em desenvolver e implantar técnicas de aprendizado de máquina 

precisos e explicáveis nas diferentes áreas do conhecimento, como nas ciências 

florestais (FASSNACHT et al., 2016; MICHAŁOWSKA; RAPIŃSKI, 2021; CETIN; 

YASTIKLI, 2022). 

Em resumo, 90,4% das publicações são de artigos da grande área de 

Ciências Agronômicas, seguido 6,6% em Ciências Florestais, 2,2% de Botânica e 

0,7% com Arqueologia (TABELA 1). O principal foco dos estudos selecionados 

foram classificação de sementes (40 trabalhos), identificação e deteção de sementes 

(32 trabalhos cada), avaliação da qualidade de sementes (19 trabalhos) e 

germinação (12 trabalhos), sobretudo para espécies de culturas agrícolas. Esses 

números se explicam evidentemente pelo elevado investimento que existe com 

pesquisas com sementes agrícolas no mundo, base fundamental da economia 

global. 
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TABELA 1 - RESULTADO DA SELEÇÃO DOS TRABALHOS COM SEPARAÇÃO POR TEMÁTICA E 
ABRANGÊNCIA DOS ESTUDOS, FOCO DAS PESQUISAS, QUANTITATIVO DE PUBLICAÇÕES E 
ESPÉCIES-ALVO DOS ARTIGOS 

Abrangência dos 
estudos Foco dos estudos n Espécies-alvo dos estudos 

Arqueologia 
(1 artigo 

relacionado) 

Identificação de 
sementes 1 sementes, moedas, cerâmica e vidro medieval. 

Botânica 
(3 artigos 

relacionados) 

Análise de 
sementes 1 herbáceas nativas. 

Detecção de 
sementes 1 arabidopse-do-tale e bálsamo. 

Identificação de 
sementes 1 plantas aquáticas. 

Ciências 
Agronômicas 

(123 artigos 
relacionados) 

Classificação de 
sementes 38 

algodão, arroz, astrágalo, berinjela, cebola, colza, 
culturas agrícolas*, feijão, melancia, milho, soja, trigo 
e uva. 

Detecção de 
sementes 29 

algodão, amendoim, arroz, batata, colza, culturas 
agrícolas*, erva-doce, ervilha, linhaça, milho, 
panícula, soja, trigo e uva. 

Germinação de 
sementes 11 arroz, cânhamo, culturas agrícolas*, ervas-daninhas, 

gramíneas, milho, soja, tomate e trigo. 

Identificação de 
sementes 28 

algodão, arroz, brássicas, cereais, cevada, couve, 
feijão, melancia, milho, pimenta, repolho, soja, tomate 
e trigo. 

Qualidade de 
sementes 17 amendoim, arroz, chia, colza, culturas agrícolas*, 

gramíneas, milho, huang-qin e soja. 

Ciências 
Florestais 
(9 artigos 

relacionados) 

Classificação de 
sementes 2 herbáceas e pináceas. 

Detecção de 
sementes 2 acácia-do-japão e estercúlia. 

Germinação de 
sementes 1 acácia-do-japão. 

Identificação de 
sementes 2 árvore-do-paraíso e herbáceas. 

Qualidade de 
sementes 2 pinhão-manso. 

Total de trabalhos analisados 136  
FONTE: O autor (2023). 
Nota: publicações de artigos contendo os termos “seed”, “image” e “machine learning” em conjunto. 
*culturas agrícolas: várias espécies agrícolas estudadas em conjunto. 
 

Ao analisarmos os artigos com abrangência nas Ciências Florestais 

(TABELA 1), nota-se que as pesquisas tiveram foco em poucas espécies, sobretudo 

herbáceas (LODDO; RUBERTO, 2021; LODDO; LODDO; RUBERTO, 2021), 

pináceas (HUANG et al., 2022), acácia-do-japão (PANG et al., 2021; 2022), árvore-

do-paraíso (GAO et al., 2019), estercúlia (XUE et al., 2022) e pinhão-manso 

(MEDEIROS et al., 2020; SILVA et al., 2021). Contudo, na busca realizada não foi 



49 
 

 

encontrado nenhum relato de qualquer estudo com sementes florestais arbóreas 

nativas do Brasil (TABELA 1). Deste modo, há possiblidades de aplicação de análise 

de imagens e aprendizado de máquina na classificação, identificação e detecção de 

sementes, bem como na germinação e qualidade de sementes. 

Os autores de países com maior número de publicações com a temática 

relacionada com sementes e imagem/aprendizado de máquina são da China (205 

pesquisadores), Brasil (70 pesquisadores), Índia (30 pesquisadores) e Estados 

Unidos da América (29 pesquisadores) (FIGURA 5). Os trabalhos publicados por 

pesquisadores brasileiros apresentam baixa conexão e colaboração (network) com 

pesquisadores de outros países. Este fato pode impactar na qualidade dos trabalhos 

produzidos em cada país, demostrando necessidade ou potencial de pesquisas com 

essa temática terem maior intercambio de pesquisadores estrangeiros e 

conhecimento internacional, uma vez que a maioria das produções brasileiras com a 

temática buscada são feitas sem intercambio de pesquisadores de outras 

nacionalidades. Os Estados Unidos da América, Espanha, Índia e China são os 

países com maior internacionalidade de pesquisadores colaboradores. Enquanto a 

maior relação de pesquisadores ocorre entre os Estados Unidos da América e 

Coreia do Sul (FIGURA 5). 

 

FIGURA 5 – PRODUÇÃO CIENTÍFICA MUNDIAL DE ARTIGOS COM A TEMÁTICA BUSCADA E 
COLABORAÇÃO ENTRE AUTORES DE DIFERENTES PAÍSES 

 
FONTE: O autor (2023). 

*linhas referem-se à participação de autores de diferentes nacionalidades no mesmo trabalho, quanto 
maior a linha, mais trabalhos com autores de diferentes nacionalidades o país possui. 
 



50 
 

 

Os periódicos com o maior número de trabalhos publicados com a temática 

selecionada são a Frontiers in Plant Science (12), Computers and Electronics in 

Agriculture (10), Sensors (8) e Scientific Reports (7) (FIGURA 6A). Enquanto os 

autores com maior número de publicações são oriundos da China, com cinco e sete 

publicações de artigos para cada autor (FIGURA 6B). Os manuscritos com temática 

específica voltados para a área de estudo podem ter maiores chances de serem 

aceitos nesses periódicos internacionais, e a colaboração entre autores de 

diferentes nacionalidades é um fato que também pode favorecer o aprimoramento 

dos trabalhos científicos publicados. 

 

FIGURA 6 – PRINCIPAIS PERIÓDICOS (A) E AUTORES (B) MAIS RELEVANTES NO ÂMBITO 
INTERNACIONAL QUE PUBLICARAM ARTIGOS COM A TEMÁTICA BUSCADA 

 
FONTE: O autor (2023). 

 

A principal referência com trabalhos abordando sementes e aprendizado de 

máquina é do pesquisador chinês Zhang J. com trabalhos voltados para culturas de 
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arroz (YANG et al., 2020), milho (XU et al., 2021) e soja (ZHU et al., 2020), 

sobretudo com aplicações de tecnologias de imagens para classificação varietal e 

avaliação da qualidade de sementes, destacando a importância do tema em 

sementes agrícolas nos últimos anos. Pesquisadores brasileiros tem em média um 

ou dois artigos publicados com a temática buscada. 

Os principais temas abordados nos artigos selecionados foram machine 

learning (aprendizado de máquina), deep learning (aprendizado profundo), image 

processing (processamento de imagens), classification (classificação) e 

hyperspectral imaging (imagem hiperespectral) (FIGURA 7). A repetição das 

palavras-chave entre trabalhos e autores indicam a relevância do tema e a tendência 

nos artigos produzidos. Com isso, fica evidente que trabalhos envolvendo machine 

learning (aprendizado de máquina) e deep learning (aprendizado profundo) são os 

mais relevantes para os estudos com imagens de sementes na atualidade. O 

aprendizado de máquina e o aprendizado profundo estão intimamente relacionados, 

mas se referem a conceitos diferentes dentro do campo da inteligência artificial. 

 

FIGURA 7 – TEMAS PRINCIPAIS ABORDADOS NOS ARTIGOS A PARTIR DAS PALAVRAS-
CHAVES INDICADAS PELOS AUTORES 

 
FONTE: O autor (2023). 

*Machine learning não apresentado na escala da nuvem de palavras. 
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O aprendizado de máquina envolve algoritmos e modelos que permitem que 

as máquinas aprendam padrões a partir de dados e façam previsões ou tomem 

decisões com base nessas informações. Enquanto o aprendizado profundo é uma 

subcategoria do aprendizado de máquina que utiliza redes neurais artificiais para 

aprender representações complexas de dados, como imagens, texto e áudio. 

Estudos com deep learning estão sendo amplamente conduzidos em sementes de 

culturas agrícolas (LODDO; LODDO; RUBERTO, 2021; KOKLU, CINAR, TASPINAR, 

2021; MUKASA et al., 2022) (FIGURA 7), mas o seu uso requer conhecimentos de 

programação, quantidades elevadas de dados rotulados, recursos computacionais 

que não são plenamente reproduzíveis entre todos os pesquisadores, comunidade 

científica ou uso comum. Além da falta de interpretabilidade, ou seja, à medida que 

as redes neurais se tornam mais profundas e complexas, entender a tomada de 

decisões e chegada a determinadas conclusões pelas máquinas se torna cada vez 

mais desafiador para o pesquisador. 

Por outro lado, a menção das palavras-chave apontadas pelos autores, 

apresentadas na nuvem de palavras (WordCloud) indica apenas o quantitativo de 

vezes em que o termo se repete nos diferentes trabalhos. Para uma análise 

dinâmica ao longo dos anos, usa-se as Trend Topics (tópicos de tendência) para 

verificar quais temas indicados pelas palavras-chave dos autores estão sendo 

amplamente estudados no momento, e quais estão deixando de ser usados. 

Percebe-se que o uso dos principais termos indicados na FIGURA 8 começaram a 

ocorrer entre os anos de 2020 e 2022, portanto, são temáticas recentes nas ciências 

agrárias e florestais, exceto para support vector machine que continuam sendo 

aplicados em sementes continuamente desde 2016. 
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FIGURA 8 – TENDÊNCIA DOS TEMAS AO LONGO DOS ANOS NOS ARTIGOS PUBLICADOS A 
PARTIR DAS PALAVRAS-CHAVES INDICADAS PELOS AUTORES 

 

 
FONTE: O autor (2023). 

 

Dentre as abordagens temáticas utilizadas nos títulos dos artigos, é possível 

notar relação entre os trabalhos, formando dois grupos principais - com enfoque em 

diferentes áreas de pesquisa (FIGURA 9). O primeiro grupamento (verde) reúne 

publicações relacionadas com aprendizado de máquina (machine learning), 

classificação (classification), images (images) e doenças (disease) em sementes de 

culturas agronômicas de arroz (rice), milho (maize), trigo (wheat) e soja (soybean), 

com abordagens de técnicas de automação e detecção. O segundo grupamento 

(vermelho) reúne publicações relacionadas com imagens (images), hiperespectral 

(hyperspectral) e redes neurais (neural network) com abordagens para identificação 

(identification) de sementes. A conexão dessas palavras no título indica as principais 
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abordagens dos autores nos trabalhos publicados. Os grupamentos menores (roxo e 

azul) não mostraram relação expressiva com os principais temas abordados. 

 

FIGURA 9 – REDE DE COOCORRÊNCIA DOS TEMAS ABORDADOS NOS ARTIGOS 
PUBLICADOS A PARTIR DOS TERMOS CONTIDOS NOS TÍTULOS 

 
FONTE: O autor (2023). 

*os círculos representam o quantitativo de vezes que os termos se repetem. 
 

Os artigos que foram englobados como estudos das Ciências Florestais estão 

apresentados na TABELA 2 com detalhamento dos objetivos, metodologia e 

principais conclusões. Em suma, destaca-se que os autores buscaram analisar as 

sementes por meio de imagens hiperespectrais (GAO et al., 2019; PANG et al.; 

2022), espectral unidimensional e bidimensional (PANG et al., 2021), raios X 

(MEDEIROS et al., 2020; XUE et al., 2022), processamento de imagens (LODDO; 

RUBERTO, 2021; LODDO; LODDO; RUBERTO, 2021), imagens multiespectrais 

pelo método de ressonância magnética (SILVA et al., 2021) e infravermelho próximo 

(HUANG et al., 2022) com o objetivo de identificar e classificar as sementes 
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empregando recursos de aprendizado de máquina. Os equipamentos usados 

indicam a tendência do emprego de tecnologias avançadas de imagens para 

visualização das sementes além do espectro visual, uma possibilidade de uso em 

sementes nativas. 



56 
 

 

TABELA 2 - ARTIGOS SELECIONADOS COM BASE NA TEMÁTICA EM CIÊNCIAS FLORESTAIS E 
ENFOQUE EM SEMENTES, ANÁLISE DE IMAGENS E APRENDIZADO DE MÁQUINA 

                                                                     Gao et al. (2019)                                                   (continua) 
Objetivo Identificar as origens geográficas de sementes de Elaeagnus angustifolia com métodos 

de aprendizado de máquina e imagens hiperespectrais de infravermelho próximo. 
Metodologia Análise discriminante, máquina de vetores de suporte e rede neural convolucional 

foram usados para identificação da origem geográfica das sementes usando espectros 
completos e comprimentos de onda efetivos. 

Conclusão Os resultados ilustraram que a imagem hiperespectral de infravermelho próximo, 
juntamente com o aprendizado de máquina, pode ser usada para rastrear as origens 
geográficas de sementes. 

Medeiros et al. (2020) 
Objetivo Propor um método para predizer a capacidade germinativa e discriminar sementes de 

Jatropha curcas quanto à velocidade de germinação e vigor da plântula, combinando 
análise automática de raios X e aprendizado de máquina. 

Metodologia Análise automatizada de imagens radiográficas de sementes e avaliações fisiológicas 
foram usadas com aplicação de classes de qualidade e modelos de análise 
discriminante linear. 

Conclusão A metodologia proposta pode ser usada para discriminar classes de sementes de J. 
curcas de forma rápida e robusta. 

Loddo e Ruberto (2021) 
Objetivo Comparar diferentes recursos computacionais para a classificação de sementes de 

seis famílias botânicas (Amaranthaceae, Apiaceae, Asteraceae, Brassicaceae, 
Plantaginaceae e Solanaceae). 

Metodologia Otimização de cinco classificadores de aprendizado de máquina, redes neurais 
convolucionais e SeedNet para determinar em que medida podem ser vantajosos. 

Conclusão Os resultados obtidos oferecem um excelente passo preliminar para a realização de 
uma estrutura automática de reconhecimento e classificação de sementes. 

Pang et al. (2021) 
Objetivo Identificar a viabilidade das sementes de Sophora japonica em diferentes graus de 

envelhecimento e estados de hidratação. 
Metodologia Foram utilizados naive bayes, algoritmo self-organizing feature mapping, support vector 

machine, convolutional neural networks e long short-term memory para modelar a 
imagem espectral unidimensional e bidimensional das sementes. 

Conclusão Provou que o aprendizado profundo combinado com espectro ou imagem tem 
potencial na identificação da viabilidade da semente. 

Loddo; Loddo e Ruberto (2021) 
Objetivo Classificar famílias ou espécies de sementes de plantas por meio de técnicas de 

aprendizado profundo. 
Metodologia SeedNet foi proposto para classificar famílias e espécies, usando redes neurais 

convolucionais. 
Conclusão Os resultados obtidos são um ponto de partida para desenvolver um sistema completo 

de reconhecimento, classificação e recuperação de sementes. 
Silva et al. (2021) 

Objetivo Classificar a qualidade sanitária das sementes de Jatropha curcas a partir de imagens 
multiespectrais e aprendizado de máquina. 

Metodologia As sementes foram inoculadas, e as imagens multiespectrais foram adquiridas pelo 
método de ressonância magnética e classificadas por aprendizado de máquina. 

Conclusão Imagens multiespectrais e de ressonância magnética podem ser ferramentas úteis 
para a detecção rápida e precisa de diferentes espécies de fungos em sementes de J. 
curcas. 
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                                                                      Huang et al. (2022)                                           (conclusão) 
Objetivo Classificar sementes de sete espécies de pináceas e resolver o problema da 

adulteração de sementes de forma rápida e não destrutiva. 
Metodologia Cinco métodos de aprendizado de máquina foram usados para identificar sementes de 

espécies de pináceas a partir de infravermelho próximo. 
Conclusão Demonstrou-se que o aprendizado de máquina é eficaz para a classificação de 

espécies de pináceas, fornecendo soluções e métodos científicos para classificação 
rápida, não destrutiva e precisa de diferentes espécies de pináceas. 

Xue et al. (2022) 
Objetivo Detectar defeitos internos em sementes de estercúlia usando aprendizado de máquina 

on-line com base na técnica de avaliação de qualidade não destrutiva de raios-X. 
Metodologia Uma convolutional neural network (BSSNet) foi treinada para identificar as sementes 

de estercúlia defeituosas com base nas imagens de raios-X. 
Conclusão Os resultados apresentados demonstraram que o método de classificação tem 

potencial para aplicações industriais de sementes. 
Pang et al. (2022) 

Objetivo Usar imagem hiperespectral combinado com técnicas de aprendizado profundo para 
identificar a viabilidade de sementes de Sophora japonica. 

Metodologia Aplicou-se máquina de vetor de suporte, floresta randômica, rede neural convolucional, 
rede neural recorrente e sua superposição a partir de imagens hiperespectral. 

Conclusão Os resultados mostram que a imagem hiperespectral combinada com o modelo de 
aprendizado profundo pode prever com mais precisão a viabilidade da semente de 
Sophora japonica. 

FONTE: O autor (2023). 
 

O fato de não haver trabalhos com análise de imagens de sementes e 

aprendizado de máquina aplicado a espécies nativas, a exceção de Jatropha curcas; 

indica a possibilidade de pesquisas com espécies florestais arbóreas do Brasil 

voltadas para a identificação, classificação/detecção e avaliação da qualidade de 

sementes. Portanto, o presente estudo possibilitou preencher essa lacuna com um 

trabalho que vislumbre possibilidades de aplicação com essa temática para a 

biodiversidade florestal brasileira. 

A análise bibliométrica se mostrou importante para demostrar a evolução e os 

objetivos das pesquisas envolvendo sementes, análise de imagens e aprendizado 

de máquina até então publicados nas diferentes áreas de abrangência do 

conhecimento. Além disso, a aplicação dessas técnicas tem mostrado resultados 

promissores, fornecendo métodos eficazes para auxiliar na seleção de sementes de 

alta qualidade e melhorar os processos de produção de sementes. Portanto, o 

acompanhamento de publicações com essas temáticas ao longo dos anos pode 

revelar novas tendências de pesquisas e novos objetos de estudos, sobretudo, para 

espécies florestais nativas. 
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Poucas publicações tiveram como objetivo espécies florestais em relação às 

culturas agrícolas, demonstrando uma necessidade de aprimoramento das 

pesquisas com espécies nativas. Isto ocorre devido a indústria de sementes 

agrícolas ser superior à de sementes florestais. Por isso, novos estudos em 

sementes florestais são continuamente necessários, principalmente com o emprego 

de técnicas acessíveis e tecnologias de baixo custo, uma vez que o setor florestal de 

espécies nativas não dispõe de recursos financeiros comparado ao setor de 

sementes agrícolas. 

Ao incentivar pesquisas nessa área, é possível desbloquear o potencial do 

uso da análise de imagens e aprendizado de máquina em sementes florestais, 

ampliando o conhecimento sobre essas espécies e fornecendo subsídios para a 

tomada de decisões mais eficazes em termos de manejo e conservação dos 

recursos florestais. Por fim, fica constada a ausência de trabalhos com sementes 

nativas, sobretudo com o uso de metodologias de aquisição e processamento de 

imagens para identificação de sementes. 

Em síntese, este capítulo revelou as oportunidades e perspectivas de 

aplicação dessas abordagens em sementes, sendo a utilização de técnicas de 

processamento de imagens e aprendizado de máquina importantes para contribuir 

para a classificação precisa e identificação de espécies florestais, auxiliando em 

estudos futuros de diversidade genética, monitoramento de populações e 

conservação de espécies. Vale destacar que a caracterização e a identificação de 

sementes florestais possuem objetivos diferentes e propósitos distintos, por isso, 

esses temas serão abordados nos capítulos seguintes. 

 

3.4 CONCLUSÕES 

 

A análise de imagens e o aprendizado de máquina são amplamente utilizados 

em estudos científicos relacionados a sementes, resultando em um aumento de 

publicações nos últimos anos. Essas abordagens têm sido empregadas 

principalmente por pesquisadores internacionais, com foco predominante em 

culturas agrícolas. Os estudos nessa área estão direcionados para a classificação, 

identificação e detecção de cultivares ou variedades, além da avaliação da 

qualidade das sementes. 



59 
 

 

O número de publicações relacionadas a sementes florestais é baixo, o que 

indica uma maior necessidade de pesquisas. Portanto, esse estudo destaca as 

possibilidades de aplicação da análise de imagens e do aprendizado de máquina no 

contexto das sementes florestais, preenchendo uma lacuna na literatura científica 

atual. 
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CAPÍTULO 2: CARACTERIZAÇÃO E DIFERENCIAÇÃO DE ESPÉCIES NATIVAS 
DO BRASIL POR MEIO DA ANÁLISE DE IMAGENS DE SEMENTES: UMA NOVA 
ABORDAGEM METODOLÓGICA 
 

RESUMO 
 

A análise biométrica de sementes contribui para a caracterização e diferenciação de 
espécies florestais. Contudo, os estudos com espécies nativas geralmente utilizam 
métodos manuais como o paquímetro digital, o qual extrai uma quantidade limitada 
de características, enquanto espécies agronômicas dispõem de equipamentos caros 
e pouco acessíveis. Assim, o objetivo deste capítulo é determinar uma metodologia 
com ferramentas de análise e processamento de imagens em sementes para auxiliar 
na caracterização e diferenciação de espécies nativas. Para isso, sementes de 155 
espécies, distribuídas em 42 famílias botânicas foram fotografadas com câmera em 
mini estúdio e analisadas utilizando o software ImageJ®. Foram considerados 
aspectos de dimensão, formato e coloração, totalizando 18 características: oito para 
dimensões, quatro para formato, e seis para cor. Um conjunto de aproximadamente 
1,827 milhões de dados morfobiométricos foram obtidos a partir 101.521 imagens de 
sementes, aplicando-se aos dados: estatística descritiva, distribuição da frequência, 
correlação de Pearson, distância Euclidiana e análise de componentes principais. O 
processamento digital de imagens de sementes foi eficiente para a caracterização 
das espécies, e as características utilizadas permitiram diferenciar as sementes, 
inclusive àquelas contidas na mesma família botânica e gênero. Portanto, conclui-se 
que a análise de imagens em sementes pela metodologia proposta contribui para a 
caracterização e diferenciação de sementes de espécies florestais nativas do Brasil. 
 

Palavras-chave: análise de sementes; biometria; descritores morfológicos; 
processamento de imagens; sementes florestais. 

 

  



63 
 

 

ABSTRACT 
 

Biometric analysis of seeds contributes to the characterization and differentiation of 
forest species. However, studies with native species often rely on manual methods 
such as digital calipers, which extract a limited number of characteristics, while 
agronomic species have expensive and inaccessible equipment. Thus, the objective 
of this chapter is to determine a methodology with analysis tools and image 
processing in seeds to aid in the characterization and differentiation of native 
species. For this purpose, seeds of 155 species, distributed in 42 botanical families, 
were photographed with a camera in a mini-studio and analyzed using ImageJ® 
software. Aspects of dimension, shape, and color were considered, totaling 18 
characteristics: eight for dimensions, four for shape, and six for color. A dataset of 
approximately 1.827 million morpho-biometric data points was obtained from 101,521 
seed images, and the following analyses were applied to the data: descriptive 
statistics, frequency distribution, Pearson correlation, Euclidean distance, and 
principal component analysis. The digital image processing of seeds was efficient for 
species characterization, and the utilized characteristics allowed for differentiation of 
seeds, including those within the same botanical family and genus. Therefore, it is 
concluded that the analysis of seed images using the proposed methodology 
contributes to the characterization and differentiation of seeds from native forest 
species in Brazil. 
 

Keywords: seed analysis; biometrics; morphological descriptors; image processing; 

forest seeds. 

 

4.1 INTRODUÇÃO 

 

A caracterização de sementes florestais nativas é fundamental para os 

especialistas da área de recursos florestais, pois contribui em estudos de 

identificação taxonômica, condições de germinação, escolha de espécies para a 

restauração de ambientes degradados, seleção de árvores matrizes e estudos 

genéticos (CORREIA et al., 2019, p. 758; DUARTE; GONZALEZ-RONDAN; ROCHA, 

2019, p. 404; SANTOS et al., 2019, p. 958; MOREIRA; NEVES; LOBO, 2021, p. 525; 

BEZERRA et al., 2022, p. 394). As análises de sementes nativas geralmente 

empregam métodos manuais para determinar medidas de comprimento, largura e 

espessura de um número limitado de sementes, normalmente não superiores a 100 

(ZUFFO et al., 2019, p. 626; POLLI et al., 2020, p. 2; ROSA et al., 2020, p. 2; 

FERNANDES et al., 2021, p. 678; SALVADOR et al., 2022, p. 3). Deste modo, as 

abordagens tradicionais que utilizam paquímetro digital não são efetivas quando se 

pretende analisar maior número de sementes de uma ou mais espécies. 
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Nesse sentido, métodos de processamento de imagens são amplamente 

explorados em sementes agrícolas e de importância econômica ou ecológica (PAN 

et al., 2016; SILVA et al., 2016; BAGHERI et al., 2019; GONZÁLEZ-CORTÉS et al., 

2019; MARTÍN-GÓMEZ et al., 2020; NAZARI et al., 2021). Por isso, o emprego de 

ferramentas de processamento de imagens e análise de sementes associados à 

uma metodologia de captura de imagens pode ser uma alternativa para a análise 

biométrica de sementes nativas. Entretanto, observa-se a falta de estudos em 

espécies nativas, principalmente devido à diversidade de características que estas 

apresentam, como: variação de tamanhos, formatos, coloração das sementes, e 

estruturas de dispersão ou diásporos. 

Para espécies de culturas agrícolas (exemplo: arroz, milho e quiabo), 

herbáceas daninhas e de importância ambiental, existem estudos com sementes 

empregando o uso de scanners de alta resolução (BIANCO et al., 2017, p. 92; 

FARRIS et al., 2020, p. 8), microscópios ópticos (BAO; BAMBIL, 2021, p. 18) e de 

varredura (MAZUR et al., 2022, p. 13), tomografia computadorizada (JOSHI et al., 

2021, p. 2), espectroscopia de infravermelho (CECCO et al., 2019, p. 509), 

colorimetria espectral e hiperespectral (AREFI et al., 2011, p. 380; ZHANG et al., 

2018, p. 3; YU et al., 2021, p. 48; WANG; WANG, 2021, p. 2235) que se mostraram 

efetivos na diferenciação de espécies e caracterização de genótipos. Essas técnicas 

são úteis em pesquisas científicas com espécies de sementes pequenas e 

homogêneas, entretanto, não é aplicável a diversidade de formas e tamanhos 

observados nas espécies nativas do Brasil. 

Além do custo dos equipamentos citados, a maioria dos recursos 

computacionais para o processamento digital de imagens requer conhecimentos 

especializados em computação, seja por meio de interface de programação de 

aplicação (APIs) ou ferramentas de integração complexos (OpenCV, ArcGIS, 

Python, C/C++ e MatLab), o que na maioria das vezes dificulta o uso por 

profissionais de outras áreas. Nesse sentido, utilizar ferramentas de captura e 

processamento digital de imagens, com software de livre acesso, pode ser uma 

alternativa ao uso de equipamentos caros e pouco acessíveis. 

O ImageJ® é uma alternativa para superar isso, podendo ser empregado na 

caracterização de sementes para algumas espécies (FARRIS et al., 2020, p. 2-5; 

FELIX et al., 2020, p. 7; ARAÚJO et al., 2022, p. 164), além de outros usos nas 

ciências florestais, como processamento de imagens de raios-x em sementes 
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(MEDEIROS et al., 2019, p. 3), mensuração de plântulas (SILVA et al., 2020, p. 3) e 

contagem de sementes (FELIX et al., 2021a, p. 3). Esse software é capaz de 

analisar aspectos relativos ao tamanho, formato e coloração de elementos de uma 

imagem após processamento (FERREIRA; RASBAND, 2012). Deste modo, observa-

se o potencial de utilização abrangendo sementes florestais para caracterização e 

diferenciação de espécies. 

Diante disto, levantou-se a hipótese de que a obtenção de imagens com 

câmera fotográfica em mini estúdio, e o processamento digital por meio de software 

de livre acesso, pode ser uma alternativa para a extração de características 

morfobiométricas de sementes. Assim, o objetivo com este capítulo foi determinar 

uma nova metodologia de análise e processamento de imagens em sementes para 

fins de diferenciação e caracterização de espécies florestais nativas. 

 

4.2 MATERIAL E MÉTODOS 

 

4.2.1 Obtenção das sementes 

 

As amostras de sementes utilizadas neste estudo são provenientes dos 

bancos de sementes de sete instituições nacionais e regionais de pesquisa, 

produção e ensino: (i) Embrapa Florestas, (ii) Instituto Água e Terra (IAT/PR), (iii) 

Sociedade Chauá, (iv) Laboratório de Sementes Florestais (UFPR), (v) Programa 

Bolsa de Sementes (AFUBRA/UFSM), (vi) Núcleo de Conservação da 

Biodiversidade do Instituto de Pesquisas Ambientais do Estado de São Paulo, e (vii) 

Núcleo de Ecologia e Monitoramento Ambiental (NEMA/UNIVASF). A lista completa 

das espécies analisadas encontra-se no APÊNDICE 2. 

Foram analisadas um total de 155 espécies florestais nativas pertencentes a 

42 famílias botânicas, considerando-se neste estudo sementes e/ou unidades de 

dispersão quando a separação não é utilizada, a exemplo de Araucaria angustifolia 

(Bertol.) Kuntze (pinhão: semente + megasporófilo maduro) e Ilex paraguariensis 

A.St.-Hil. (pirênio: semente + endocarpo persistente). As sementes de cada espécie 

foram fotografadas e analisadas quanto aos aspectos de tamanho, formato e de 

coloração no Laboratório de Sementes Florestais da Universidade Federal do 

Paraná, entre os anos de 2020 e 2022. 

 



66 
 

4.2.2 Captura e processamento das imagens 

 

O processo da metodologia proposta seguiu uma sequência de atividades, 

dividida em duas etapas: (i) aquisição das imagens, e (ii) pré-processamento e 

processamento das imagens. Na etapa 1, realizou-se as atividades de preparo das 

amostras de sementes, capturas das imagens e geração da base de imagens de 

sementes; e na etapa 2, realizou-se o processamento e análise das imagens 

(FIGURA 10). 

 

FIGURA 10 – ETAPAS PARA AQUISIÇÃO E PROCESSAMENTO DAS IMAGENS EM SEMENTES 
NATIVAS 

FONTE: O autor (2022). 
 

Na atividade de preparo das amostras, as sementes de cada espécie foram 

dispostas espacialmente sobre folha de espuma vinílica acetinada (EVA). O 

quantitativo de sementes usadas para cada espécie se encontra na TABELA 4. As 

sementes escuras foram fotografadas sobre EVA branca e sementes claras sobre 

EVA preta fosca, visando gerar contraste entre a coloração das sementes e o fundo 

do papel (background). Em seguida, realizou-se a captura das imagens com câmera 

fotográfica Canon PowerShot SX500 IS (f/4) lente de 12 MP a 50 cm de distância 

das sementes com gabarito de referência. As capturas das imagens foram feitas em 

Etapa 1:    Aquisição das imagens

Preparo das amostras Captura das imagens

Base de imagens de sementes

Definição da escala Aplicação de máscara Análise e resultados

Etapa 1

Etapa 1:   Pré-processamento e processamentoEtapa 2

d
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triplicatas para cada espécie usando mini estúdio fotográfico (50 x 50 x 50 cm), com 

luz artificial branca (LED) para padronização das condições de luminosidade. Para 

cada fotografia foram realizadas novas amostragens de sementes por espécie, 

totalizando 465 imagens que compuseram a base de imagens de sementes 

utilizadas neste estudo. 

As imagens em seu formato original (.JPEG) foram transferidas para 

microcomputador, e no software ImageJ®, versão 1.53 (FERREIRA; RASBAND, 

2012) foi determinada a escala de referência em milímetros a partir do referencial 

sobre o EVA e mantida apenas as sementes como elementos da imagem. Em 

seguida, foi aplicada a máscara de Threshold para contrastar os componentes da 

imagem. Por fim, as sementes foram analisadas para obtenção das características 

de tamanho, formato e de cor, em que o software computou automaticamente para 

cada semente na imagem as características de dimensões, formato e coloração, 

cujos dados foram exportados para uma planilha de dados eletrônica (Microsoft 

Office Excel®) (FIGURA 11). 
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FIGURA 11 - PROTOCOLO PARA O PROCESSAMENTO DAS IMAGENS NO SOFTWARE IMAGEJ 

 
FONTE: O autor (2022). 
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4.2.3 Descritores de tamanho, formato e de coloração 

 

As características de tamanho, formato e coloração selecionadas foram 

analisadas a partir das partículas capturadas nas imagens. Esses descritores estão 

detalhados em análise de partículas de uma imagem proposto por Ferreira e 

Rasband (2012, p. 136-138). Em suma, foram utilizadas oito características para 

dimensões, quatro para formato, e seis para cor, totalizando 18 características 

analisadas. Na sequência da FIGURA 12, pode-se observar uma exemplificação de 

extração das características de tamanho e formato em sementes florestais nativas. 

 

FIGURA 12 – EXEMPLIFICAÇÃO DA EXTRAÇÃO DE CARACTERÍSTICAS DE TAMANHO E 
FORMATO EM SEMENTES FLORESTAIS NATIVAS 

 
FONTE: O autor (2022). 
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Dimensões das sementes 

 

Área: seleção da superfície das sementes em unidades quadradas 

calibradas (mm²), calculado a partir dos limites definidos pelo perímetro. 

Perímetro: limite externo da seleção das sementes em unidades calibradas 

(mm), calculado a partir dos centros dos pixels limite. 

Largura e Altura: medidas de largura e altura definidos pelo menor retângulo 

delimitador que envolve a seleção da semente, distância calculada em unidades 

calibradas (mm). 

Maior e Menor: eixo maior e menor ajustado à uma elipse que envolve a 

seleção da semente, distância calculada em unidades calibradas (mm). 

Feret e MinFeret: maior e menor distância entre dois pontos ao longo do 

limite da seleção da semente ajustado em um ângulo de até 180°, distância 

calculada em unidades calibradas (mm). 

 

Formato das sementes 

 

Circularidade (Circ.): valor escalar de 0,0 a 1,0 calculado a partir da fórmula 

abaixo, indicando um círculo perfeito quando próximo a 1,0 para o formato da 

semente em relação ao seu perímetro, e uma forma alongada quando próximo de 

zero. 

 

Proporção: relação entre os eixos maior e menor a partir de uma elipse 

ajustada para a semente, calculado de acordo com a fórmula abaixo. 

 

Redondeza: valor escalar de 0,0 a 1,0 calculado a partir da fórmula abaixo, 

inverso da proporção da semente. 
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Solidez: valor escalar de 0,0 a 1,0 calculado a partir da fórmula abaixo, 

indicando a relação entre a área da semente capturada na imagem e a área convexa 

da semente. A área convexa é caracterizada como um delimitador da forma original 

do objeto da imagem envolvendo firmemente a área, sem reentrâncias. 

 

 

Coloração das sementes 

 

Cor: valor médio de cinza entre 0 e 255 resultantes do somatório de valores 

dos pixels da seleção da superfície da imagem da semente dividido pelo número de 

pixels, calculado a partir das fórmulas abaixo. 

 

Ou, 

 

Desvio padrão (StdDev): cálculo do desvio padrão dos valores de cor de 

cinza da superfície da imagem da semente usadas para gerar o valor médio de 

cinza. 

Valor de cinza modal (Modal): valor de cinza para a cor da seleção da 

superfície da semente que ocorre com mais frequência, correspondente ao pico 

mais alto no histograma. 

Nível de cinza Mínimo e Máximo (Min e Max): valores mínimos e máximos 

para a cor de cinza da seleção da superfície da semente. 

Mediana: valor mediano dos pixels para a coloração da seleção da superfície 

da semente. 

 

4.2.4 Análise dos dados 

 

Um conjunto com 1,827 milhões de dados, composto por 18 características 

morfobiométricas de sementes foi obtido a partir do processamento de imagens para 
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155 espécies. Esses dados foram submetidos a estatística descritiva para obtenção 

da média aritmética por espécie. Em seguida, realizou-se a distribuição da 

frequência de ocorrência das espécies em função das características avaliadas. 

Aplicou-se a correlação de Pearson (rp) entre as variáveis para todas as espécies 

em conjunto para verificar a correlação entre as características analisadas, e 

elaborou-se um dendrograma a partir da distância Euclidiana utilizando o modelo 

Unweighted Pair-Group Method using Arithmetic Avarages (UPGMA) para 

agrupamento e diferenciação das espécies. Adicionalmente, foi incluída a análise 

multivariada de componentes principais com os dados padronizados e 

representação biplot das características. O software estatístico utilizado foi o Past®, 

versão 3.8 (HAMMER; HARPER, 2008). Os dados padronizados foram calculados 

da seguinte forma: 

 

 

4.3 RESULTADOS E DISCUSSÃO 

 

Foram analisadas 101.521 sementes de 155 espécies nativas distribuídas 

em 42 famílias botânicas com ocorrência em diferentes domínios fitogeográficos do 

Brasil. Dentre as espécies analisadas, 143 são denominadas árvores e arbustos 

(92%), cinco espécies são palmeiras (3%) e as demais são classificadas como 

lianas, ervas ou suculentas (5%) (FIGURA 13A). Destas, 124 espécies têm 

ocorrência na Mata Atlântica (79%), 106 no Cerrado (68%), 82 na Caatinga (52%), 

58 na Amazônia (37%), 49 no Pampa (31%) e 40 no Pantanal (25%) (FIGURA 13B). 

Ressalta-se que algumas espécies ocorrem em mais de um domínio fitogeográfico 

e, por este motivo, o somatório não é 100%. 
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FIGURA 13 – FORMAS DE VIDA (A) E DOMÍNIOS FITOGEOGRÁFICOS (B) DAS ESPÉCIES 
AVALIADAS NESTE ESTUDO 

 
FONTE: O autor (2022). 

 

No Brasil, tem-se catalogado 33.978 espécies de Angiospermas e 26 

espécies de Gimnospermas nativas (REFLORA, 2020), o que evidencia a elevada 

biodiversidade de plantas com sementes existente no país. Nesse sentido, o 

presente estudo abrangeu sementes de cerca de 0,46% das espermatófitas nativas 

(de 34.004) com ocorrência em território nacional, sendo 1,72% das arbóreas (de 

8.324). Assim, para caracterização de sementes de todas as espécies nativas do 

Brasil, estima-se que seriam necessários cerca de 22 milhões de sementes das 

espécies não inclusas neste estudo. Isso somente será possível com o emprego de 

ferramentas de processamento de imagens, como a apresentada neste trabalho. 

O processamento digital de imagens extraiu características de tamanho, 

formato e de coloração das sementes de todas as espécies analisadas. Assim, foi 

possível notar alta correlação entre as características que compõem cada descritor 

(tamanho, formato e cor), entretanto, não foi verificado correlações expressivas entre 

os descritores (FIGURA 14). Lembra-se que correlações altas são aquelas acima de 

0.7, enquanto correlações moderadas variam de 0.3 a 0.7, e baixas correlação são 

aquelas inferiores a 0.3. As características relativas ao tamanho das sementes 

apresentaram alta correlação entre si, baixa correlação com as características de 

formato das sementes, e não apresentaram correlação expressiva para as 

características de coloração. 
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FIGURA 14 - CORRELAÇÃO DE PEARSON ENTRE AS CARACTERÍSTICAS DE TAMANHO, 
FORMATO E COLORAÇÃO OBTIDAS COM O PROCESSAMENTO DIGITAL DE IMAGENS DE 
SEMENTES NATIVAS 

 
FONTE: O autor (2022). 

 

A análise de componentes principais permitiu capturar 75,5% da variação 

dos dados nas duas primeiras componentes (FIGURA 15). A componente 1 

corresponde a 47,7% (autovalor 8,58) e a componente 2 representa 27,8% 

(autovalor 5,00). As características de tamanho das sementes mostraram-se 

correlacionadas no quarto quadrante, enquanto as características de formato estão 

correlacionadas no terceiro quadrante, exceto para proporção, a qual é 

inversamente correlacionada à redondeza. As características de coloração da 

semente encontram-se correlacionadas no primeiro quadrante, exceto para o desvio 

padrão (StdDev) da cor média de cinza que se encontra no segundo quadrante. Em 

resumo, isso significa que a avaliação de todos os descritores (cor, tamanho e 

formato) deve ser utilizada em uma análise de sementes de modo a permitir capturar 
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a maior parte da variação dos dados contidos no primeiro, terceiro e quarto 

quadrantes das componentes principais. 

 

FIGURA 15 - ANÁLISE DE COMPONENTES PRINCIPAIS COM REPRESENTAÇÃO BIPLOT PARA 
TAMANHO, FORMATO E COLORAÇÃO OBTIDAS COM O PROCESSAMENTO DIGITAL DE 
IMAGENS EM SEMENTES DE 155 ESPÉCIES NATIVAS 

 
FONTE: O autor (2022). 

 

As características relativas ao tamanho foram as que mais contribuem para 

a caracterização de sementes (63,9%), seguido do formato (18,9%) e coloração 

(17,2%) para a componente 1 que tem maior peso (47,7%), enquanto cor (59,1%), 

tamanho (29,1%) e formato (11,8%) contribuem para a componente 2 que tem 

menor peso (27,8%) (TABELA 3). Evidenciando que o tamanho de sementes 

seguido do formato são as características em sementes florestais que mais refletem 

a diversidade das espécies nativas. 
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TABELA 3 – CONTRIBUIÇÃO DAS CARACTERÍSTICAS AVALIADAS PARA AS COMPONENTES 
PRINCIPAIS (CP) SELECIONADAS 

Descritores Características CP 1 
Contribuição (%) 

CP 2 
Contribuição (%) 

Relativa Acumulada Relativa Acumulada 

Tamanho 

Área 0,298 7,8 7,8 -0,155 4,3 4,3 
Perímetro 0,330 8,6 16,3 -0,092 2,5 6,8 
Largura 0,301 7,8 24,2 -0,107 3,0 9,8 
Altura 0,308 8,0 32,2 -0,135 3,8 13,6 
Maior 0,323 8,4 40,6 -0,124 3,4 17,0 
Menor 0,282 7,3 47,9 -0,166 4,6 21,6 
Feret 0,325 8,5 56,4 -0,117 3,2 24,8 

MinFeret 0,289 7,5 63,9 -0,156 4,3 29,1 

Formato 

Circularidade -0,263 6,9 70,8 -0,116 3,2 32,3 
Proporção 0,204 5,3 76,1 0,057 1,6 33,9 
Redondeza -0,179 4,7 80,8 -0,054 1,5 35,4 

Solidez -0,081 2,1 82,8 -0,197 5,5 40,9 

Coloração 

Cor 0,132 3,4 86,3 0,401 11,1 52,0 
StdDev -0,005 0,1 86,4 0,175 4,8 56,8 
Modal 0,141 3,7 90,1 0,391 10,8 67,7 

Min 0,061 1,6 91,6 0,409 11,3 79,0 
Max 0,186 4,8 96,5 0,360 10,0 89,0 

Mediana 0,135 3,5 100,0 0,398 11,0 100,0 
Total 3,843 100,0 - 3,609 100,0 - 

FONTE: O autor (2022). 
 

As espécies avaliadas apresentaram sementes com dimensões de até 

~1.500 mm² de área e até ~200 mm de perímetro, sendo a maioria (~80%; 123 

espécies) concentrada em intervalos de até 150 mm² e até 50 mm, respectivamente 

(FIGURA 16). As medidas relativas de largura, altura, maior, menor, Feret e 

MinFeret apresentaram maior variação em relação ao número de espécies, 

concentrando-se até 15 mm. O formato das sementes florestais avaliadas é mais 

circular (acima de 0,7), e a maioria (~83%) das espécies apresentam sementes com 

proporção de até duas vezes (FIGURA 17). No geral, as sementes apresentam 

índice de solidez elevada acima de 0,9. Com relação a cor, houve variação e 

distribuição em função da coloração predominante entre as espécies, sendo possível 

notar a ocorrência de sementes mais escuras do que claras (escala de 50 a 100) 

(FIGURA 18). 
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FIGURA 16 - FREQUÊNCIA DE OCORRÊNCIA DAS ESPÉCIES EM FUNÇÃO DO TAMANHO DE 
SEMENTES PARA 155 ESPÉCIES NATIVAS 

 
FONTE: O autor (2022). 
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FIGURA 17 - FREQUÊNCIA DE OCORRÊNCIA DAS ESPÉCIES EM FUNÇÃO DO FORMATO DE 
SEMENTES PARA 155 ESPÉCIES NATIVAS 

 
FONTE: O autor (2022). 
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FIGURA 18 - FREQUÊNCIA DE OCORRÊNCIA DAS ESPÉCIES EM FUNÇÃO DA ESCALA DE 
COLORAÇÃO DE SEMENTES PARA 155 ESPÉCIES NATIVAS 

 
FONTE: O autor (2022). 

 

As espécies Machaerium acutifolium Vogel, Platypodium elegans Vogel, 

Pterocarpus rohrii Vahl e Terminalia mameluco Pickel apresentam sementes de 

maior área superficial (área > 1.350 mm² e perímetro > 1.720 mm), enquanto 

Miconia theaezans (Bonpl.) Cogn., Pleroma sellowianum (Cham.) P.J.F.Guim. & 

Michelang. e Pleroma raddianum (DC.) Gardner são de menor tamanho (área < 

0,255 mm² e perímetro < 1,90 mm) (TABELA 4). A mensuração de sementes 

diminutas não é possível quando se utiliza ferramentas manuais como paquímetro 

digital ou régua, entretanto, é mensurável usando a metodologia proposta, revelando 

que a esta metodologia não se limita aos trabalhos que utilizam equipamentos como 

scanners e microscópios (FARRIS et al., 2020; BAO; BAMBIL, 2021; MAZUR et al., 
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2022). Além disso, o uso de técnicas de imagens como a apresentada proporciona 

maior precisão e agilidade nas análises e diminui as possibilidades de erro no 

momento da mensuração das sementes. Por outro lado, sementes esféricas 

necessitam de maior cuidado de colocação sobre o fundo de papel no momento da 

captura das imagens, devido ao deslocamento entre as sementes. 
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A circularidade e a redondeza são medidas de formato que podem ser 

aplicadas em sementes, entretanto, não é possível mensurar manualmente. As 

sementes que apresentaram maiores índices de circularidade (> 0,910) foram 

Miconia theaezans (Bonpl.) Cogn., Pleroma sellowianum (Cham.) P.J.F.Guim. & 

Michelang., Solanum viarum Dunal e Zanthoxylum rhoifolium Lam., enquanto 

Cochlospermum orinocense (Kunth) Steud., Handroanthus impetiginosus (Mart. ex 

DC.) Mattos e Handroanthus albus (Cham.) Mattos apresentaram os menores 

índices (< 0,290). Para redondeza, sementes de Vassobia breviflora (Sendtn.) Hunz., 

Sapindus saponaria L. e Cryptocarya aschersoniana Mez apresentaram maiores 

índices (> 0,930), enquanto Myrocarpus frondosus Allemão, Senna multijuga (Rich.) 

H.S.Irwin & Barneby e Handroanthus albus (Cham.) Mattos apresentam menor 

redondeza (< 0,300) (TABELA 4). A espécie Myrocarpus frondosus Allemão se 

destaca por apresentar a maior proporção (cinco vezes) entre comprimento e largura 

da semente. 

As características de formato em conjunto com o tamanho podem contribuir 

para diferenciar as espécies florestais devido às características próprias de cada 

semente, como: arredondadas, alongadas e elípticas. As características biométricas 

que mais contribuíram para a divergência entre procedências de Mimosa scabrella 

Benth. foram o comprimento e largura de sementes (MENEGATTI et al., 2017, p. 

366), uma vez que medidas de formato e coloração da semente não foram 

analisadas. Nesse sentido, o uso de processamento de imagens permite extrair mais 

informações das sementes e eliminaria a necessidade de mensuração de poucas 

características em estudos como este. 

Ao padronizar a coloração em escala de cor de cinca (0-255) a partir do 

formato RGB (red, green e blue), é possível diferenciar as sementes em função das 

cores que compõem a imagem. Por exemplo, Schinopsis brasiliensis Engl., 

Allophylus edulis (A.St.-Hil. et al.) Hieron. ex Niederl., Psidium myrtoides O.Berg e 

Handroanthus albus (Cham.) Mattos apresentam sementes mais claras, enquanto 

Clitoria fairchildiana R.A.Howard, Erythrina speciosa Andrews, Matayba 

elaeagnoides Radlk. e Sapindus saponaria L. são sementes com coloração mais 

escuras (TABELA 4). Valores médios e medianos de cor, mínimos (Min) e máximos 

(Max) também auxiliam na determinação da coloração da semente devido à 

variabilidade de coloração que estas podem apresentar, assim como o quanto 

variável é a superfície da semente em função da coloração predominante (StdDev), 
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a exemplo de sementes com duas cores (Abrus precatorius L. e Ormosia arborea 

(Vell.) Harms) e textura (Hevea brasiliensis (Willd. ex A.Juss.) Müll.Arg.). 

A metodologia proposta neste trabalho mostrou-se vantajosa devido ao 

maior número de características avaliadas, possíveis apenas a partir do 

processamento de imagens para a mensuração de tamanho, formato e coloração 

em relação as abordagens manuais com paquímetro digital ou régua. Além disso, a 

velocidade de execução do trabalho é otimizada e um número maior de sementes 

podem ser avaliadas em conjunto, substituindo a necessidade de mensuração 

manual. Em contrapartida, é necessário do avaliador conhecimento do uso de 

software de processamento de imagens para extração de dados das sementes, que 

com treinamento adequado não apresenta maiores dificuldades. 

A aplicação do método proposto em sementes tem implicações importantes 

para a silvicultura, genética de populações, identificação botânica, classificação de 

sementes, e entendimento das estratégias ecológicas e fisiológicas das espécies. As 

características das sementes são determinadas geneticamente para cada espécie e 

afetadas pelo ambiente ou fenótipo, como destacam Fenner e Thompson (2005, p. 

29) e Bewley et al. (2013, p. 6). Por isso, a mensuração de sementes é amplamente 

utilizada em estudos florestais (MELO et al., 2018, p. 113; MENEGATTI; 

MANTOVANI; NAVROSKI, 2019, p. 3; SANTOS et al., 2019, p. 958; SOARES; 

SANTOS; SILVA, 2019, p. 453, PATRÍCIO; TROVÃO, 2020, p. 3; SOUSA et al., 

2021, p. 162; BEZERRA et al., 2022, p. 395). 

A caracterização de sementes com base no tamanho pode ser usada para 

detectar variabilidade genética dentro e entre populações (PAULA; NOGUEIRA; 

BASTOS, 2015, p. 151; MENEGATTI et al., 2017, p. 369; ROVERI-NETO; PAULA, 

2017, p. 326; FAJARDO et al., 2018, p. 6; BEZERRA et al., 2022, p. 397), selecionar 

árvores para produção de sementes (CORREIA et al., 2019, p. 752; GERBER et al., 

2021, p. 328), melhoramento genético (YADAV et al., 2017, p. 1627) e testes de 

progênies (SILVA et al., 2018, p. 920; LOVATEL et al., 2021, p. 547), bem como 

estudos dos aspectos morfológicos de sementes (SOARES; SANTOS; SILVA, 2019, 

p. 453), e estratégias ecológicas de estabelecimento, dispersão e adaptação aos 

diferentes ambientes terrestres (PATRÍCIO; TROVÃO, 2020, p. 8; CONCEIÇÃO et 

al., 2019, p. 327; DUARTE; GONZALEZ-RONDAN; ROCHA, 2019, p. 404), o que 

tradicionalmente demanda tempo do pesquisador para aferir um número limitado de 

características. 
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Estudos biométricos em sementes também são importantes para a 

caracterização de espécies florestais, como destacado em trabalhos com Psidium 

rufum Mart. ex DC. e Annona crassiflora Mart. que auxiliam em fornecer informações 

úteis e norteadoras para o reconhecimento da espécie, em laboratórios de sementes 

ou outros fins (SOARES et al., 2017, p. 226; PIMENTA et al., 2013, p. 530). Além 

disso, possibilita um melhor entendimento da funcionalidade ecológica das sementes 

nos ecossistemas, contribuindo assim para o desenvolvimento de programas de 

conservação e restauração florestal (COSMO et al., 2017, p. 480). Uma vez que 

ainda existe carência desses estudos sobre sementes para espécies florestais 

nativas (PAULA; NOGUEIRA; ANGELO, 2016, p. 104). 

Por isso, o maior número de sementes deve ser avaliado quando se deseja 

extrair informações importantes entre indivíduos ou populações florestais. 

Entretanto, como as metodologias usadas nos trabalhos citados anteriormente se 

limitam a mensuração de comprimento, largura e/ou espessura/diâmetro de uma 

semente por vez para poucas espécies, torna-se necessário uma maior demanda 

por tempo e aumenta as chances de erro, devido ao número de repetições 

necessárias entre uma semente e outra. Portanto, o uso de câmera fotográfica e 

mini estúdio para a captura de imagens, e o processamento das imagens em 

software de livre acesso se mostra uma solução para diferentes estudos futuros com 

espécies nativas. 

O tamanho e formato da semente tem implicações diretas no processo de 

semeadura para germinação, classificação por peneiras e beneficiamento. As 

espécies florestais não possuem padronização quanto ao uso de equipamentos 

específicos para semeadura, beneficiamento ou classificação por peneiras como há 

para espécies agrícolas. Os resultados de tamanho e formato demonstram que é 

possível classificar as sementes por imagens de modo a abranger o maior número 

de espécies. Além disso, padronizar medidas de profundidade de semeadura em 

testes de emergência de plântulas ou produção de mudas para todas as espécies 

florestais não é adequado devido a diversidade de tamanhos e formatos de 

sementes. 

Embora estudos sugiram que exista baixa correlação entre aspectos 

fisiológicos e biométricos de sementes florestais (ROVERI-NETO; PAULA, 2017, p. 

326; MENEGATTI; MANTOVANI; NAVROSKI, 2019, p. 8), outros indicam que 

sementes formadas em locais diferentes no mesmo fruto podem apresentar variação 
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nos aspectos biométricos (SILVA et al., 2021, p. 1032), devido a alocação 

diferenciada de biomassa nos frutos (SANTOS et al., 2019, p. 964). Assim, o uso da 

metodologia sugerida também poderá ser empregado para avaliação de sementes 

nativas por tamanho/formato e separação por classes como demostrado nas 

FIGURAS 16 e 17, possibilitando a classificação e composição de lotes homogêneos 

para a comercialização ou armazenamento. 

Os dados biométricos também podem ser usados para estimar a produção 

de sementes no contexto econômico de uma determinada área ou conjunto de 

árvores, embora não haja um tamanho ideal da amostra para a caracterização 

biométrica (LIMA et al., 2020, p. 1830). Por isso, em estudos florestais deve-se 

avaliar o máximo quantitativo de sementes possível. Para a morfologia de sementes, 

a subjetividade relacionada ao formato e coloração da semente poderia ser 

substituída valores atribuídos a circularidade, redondeza, proporção, solidez e cor. 

Por exemplo, a semente de Casearia decandra Jacq. é elipsóide com tegumento de 

cor creme (HALISKI et al., 2013, p. 258) e Albizia edwallii (Hoehne) Barneby & 

J.W.Grimes possuem forma simplesmente elíptica e cor verde-acinzentada 

(DUARTE et al., p. 168, 2015), enquanto sementes de Richeria grandis Vahl foram 

descritas visualmente como elipsóide com sarcotesta de coloração vermelho-

alaranjada (MOURA et al., 2020, p. 12), e sementes de Simira gardneriana M.R.V. 

Barbosa & Peixoto são oval-oblongas e irregularmente arredondadas (FELIX et al., 

2021b, p. 4), o que limita uma exploração quantitativa em novos estudos ou 

comparação entre espécies. Além disso, a coloração auxilia na identificação de 

sementes e diferenciação de espécies, entretanto, não deve ser considerada 

isoladamente. 

A partir dos descritores de tamanho, formato e de coloração das sementes 

foi possível gerar um dendrograma para as espécies nativas (FIGURA 19). A 

distância Euclidiana agrupa todas as características avaliadas por espécie 

demostrando a similaridade ou dissimilaridade entre espécies. Os descritores 

usados em conjunto permitiram diferenciar as espécies (coeficiente de correlação de 

0,908), inclusive àquelas que estão contidas na mesma família botânica e gênero, a 

exemplo das espécies dos gêneros Allophylus (A. edulis e A. guaraniticus), Annona 

(A. cacans, A. emarginata, A. mucosa e A. sylvatica), Aspidosperma (A. parvifolium, 

A. pyrifolium e A. subincanum), Butia (B. capitata e B. eriospatha), Cassia (C. 

ferruginea, C. grandis e C. leptophylla), Cecropia (C. glaziovii, C. hololeuca, C. 
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pachystachya, C. peltata e C. sciadophylla), Cenostigma (C. microphyllum e C. 

pyramidale), Croton (C. blanchetianus e C. floribundus), Dalbergia (D. brasiliensis, D. 

ecastaphyllum e D. frutescens), Enterolobium (E. contortisiliquum e E. timbouva), 

Handroanthus (H. albus, H. chrysotrichus, H. heptaphyllus, H. impetiginosus e H. 

ochraceus), Hymenaea (H. altissima e H. courbaril), Jatropha (J. curcas e J. 

mollissima), Lafoensia (L. glyptocarpa e L. pacari), Machaerium (M. acutifolium, M. 

stipitatum e M. villosum), Mimosa (M. bimucronata, M. flocculosa, M. 

ophthalmocentra, M. pigra, M. scabrella e M. tenuiflora), Pleroma (P. raddianum e P. 

sellowianum), Psidium (P. cattleyanum, P. guajava e P. myrtoides), Senna (S. 

macranthera, S. multijuga, S. pendula e S. spectabilis), Sesbania (S. punicea e S. 

virgata), Solanum (S. granulosoleprosum, S. lycocarpum e S. viarum) e Terminalia 

(T. glabrescens e T. mameluco). 
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FIGURA 19 - DENDROGRAMA CIRCULAR FORMADO COM BASE NA DISTÂNCIA EUCLIDIANA 
PARA 155 ESPÉCIES NATIVAS A PARTIR DO PROCESSAMENTO DIGITAL DE IMAGENS DAS 
SEMENTES 

 
FONTE: O autor (2022). 

 

As características avaliadas por imagens de sementes também se 

mostraram efetivas para o grupamento de espécies por proximidade ou similaridade 

genética, como é o caso dos gêneros Aspidosperma, Butia, Cecropia, Croton, 

Handroanthus, Hymenaea, Mimosa, Pleroma e Psidium que estão fortemente 

ligados entre si pela distância Euclidiana (FIGURA 19). As características 
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biométricas de sementes e frutos têm valor diagnóstico para diferenciar espécies 

florestais (PEREIRA; FERREIRA, 2017, p. 6; DUARTE; GONZALEZ-RONDAN; 

ROCHA, 2019, p. 404), com importante contribuição para identificação botânica de 

espécies, como citado por Barros et al. (2020, p. 878); da mesma forma em que foi 

demostrado neste estudo para diferenciação de espécies do mesmo gênero e entre 

famílias botânicas. A proximidade das características evolutivas das sementes das 

espécies para alguns gêneros botânicos foi detectada pela metodologia proposta, a 

exemplo dos grupamentos dos gêneros citados anteriormente. 

A análise de sementes por imagens proporciona maior contribuição que a 

mensuração tradicional - paquímetro digital - para a caracterização de espécies 

florestais nativas. Contudo, a abrangência deste trabalho deve ser ampliada em 

estudos futuros com sementes de novas espécies florestais visando abastecer um 

banco de dados robusto da flora brasileira. E, o emprego de ferramentas 

automatizadas de classificação por inteligência artificial com base em análise 

morfobiométrica de sementes é uma alternativa para identificar milhares de espécies 

florestais que compõem a biodiversidade de plantas nativas no Brasil, contribuindo 

em etapas da produção de sementes, identificação de espécies, comercialização e 

fiscalização ambiental. 

O desenvolvimento contínuo de metodologias e aprimoramento das técnicas 

de processamento de imagens contribuirão para avanços ainda maiores nessa área 

de pesquisa. No entanto, é importante destacar que o processamento de imagens 

para a identificação de sementes requer uma série de considerações técnicas e 

metodológicas. A extração adequada de características relevantes e a escolha de 

algoritmos de classificação robustos são aspectos críticos a serem considerados. 

Além disso, é necessário ter acesso a um conjunto de dados representativo e de alta 

qualidade para treinar e validar os modelos utilizados. 

A metodologia de análise de imagens em sementes apresentada também 

pode ser explorada no contexto das espécies exóticas, ampliando seu alcance e 

utilidade para a pesquisa florestal. A aplicação dessa abordagem em sementes de 

espécies não nativas pode contribuir para a identificação de invasoras e auxiliar na 

gestão de áreas de conservação, onde o controle dessas espécies é fundamental 

para a preservação da biodiversidade local. Além disso, a definição de novas 

metodologias em testes de pureza em sementes de eucalipto pode ser explorada em 

estudos futuros. 
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Neste capítulo, apresentou-se uma metodologia para aquisição, 

processamento e análise de imagens, a qual se revela fundamental para a 

caracterização de sementes florestais e extração de informações morfobiométricas 

de sementes. Essa abordagem demonstra a contribuição do processamento de 

imagens de sementes para estudos na área florestal. No entanto, é importante 

ressaltar que ferramentas estatísticas possuem limitações quando aplicadas a 

conjuntos extensos de informações e dados, não sendo suficientemente capazes de 

prever ou reconhecer padrões nas sementes em sua totalidade. Por isso, no próximo 

capítulo, o objetivo é verificar a efetividade da identificação de espécies nativas por 

meio da aplicação de técnicas de classificação baseados em aprendizado de 

máquina, utilizando as características de tamanho, formato e coloração das 

sementes obtidas através da metodologia proposta. 

 

4.4 CONCLUSÕES 

 

A metodologia proposta para análise de imagens em sementes se mostra 

uma ferramenta importante para a caracterização e diferenciação de espécies 

florestais nativas do Brasil. A análise biométrica em sementes por meio do 

processamento de imagens pode ser empregada em estudos silviculturais, genéticos 

e ecológicos. Além disso, o método promove ganhos econômicos, pois otimiza o 

tempo de avaliação das sementes pelo analista.  
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CAPÍTULO 3: APLICAÇÃO DE APRENDIZAGEM DE MÁQUINA PARA 
IDENTIFICAR ESPÉCIES NATIVAS A PARTIR DA ANÁLISE DE SEMENTES POR 
IMAGENS 
 

RESUMO 
 

A identificação de espécies florestais nativas a partir de sementes é uma atividade 
complexa devido a elevada biodiversidade e características variadas das sementes. 
Nesse sentido, o uso de análise de imagens e aprendizado de máquina pode ser 
uma alternativa para identificar sementes. Assim, objetivou-se com este capítulo 
aplicar diferentes classificadores de aprendizado de máquina associado à análise de 
imagens para identificação de espécies florestais a partir de características 
morfobiométricas de sementes. Foram analisadas um total de 155 espécies nativas 
pertencentes a 42 famílias botânicas. Para determinar o classificador de 
aprendizado de máquina mais adequado, cinco técnicas de classificação por 
aprendizado supervisionado foram implementadas: árvores de decisão (DT), redes 
neurais artificiais (ANN), k-vizinhos mais próximos (k-NN), classificador Naive-Bayes 
(NBC) e máquina de vetores de suporte (SVM); os quais tiveram seu desempenho 
avaliados. Para modelagem, 66% dos dados morfobiométricos das sementes foram 
usados para o treinamento dos classificadores, enquanto 34% foram reservados 
para validação. Os classificadores testados mostraram-se promissores para a 
identificação das espécies a partir do processamento de imagens de sementes, 
sendo o classificador por árvores de decisão o que apresentou maior precisão para 
identificação correta das espécies (78,26%), seguido dos classificadores ANN 
(76,58%), k-NN (76,28%), NBC (75,27%) e SVM (70,27%). Portanto, é possível 
realizar a identificação de espécies nativas a partir de imagens de sementes e 
aprendizado de máquina com taxa satisfatória de acurácia, recomendando-se o 
classificador por árvores de decisão. Esses resultados contribuem para futura 
automação, elaboração de aplicativos ou ferramentas de captura e processamento 
de imagens para a identificação de espécies nativas. 
 

Palavras-chave: inteligência artificial; sementes florestais; processamento de 
imagens. 
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ABSTRACT 
 

The identification of native forest species based on seeds is a complex task due to 
the high biodiversity and varied characteristics of seeds. In this regard, the use of 
image analysis and machine learning can be an alternative for seed recognition. 
Thus, the objective of this chapter was to apply different machine learning classifiers 
associated with image analysis for the identification of forest species based on 
morphobiometric seed characteristics. A total of 155 native species belonging to 42 
botanical families were analyzed. To determine the most suitable machine learning 
classifier, five supervised classification techniques were implemented: decision trees 
(DT), artificial neural networks (ANN), k-nearest neighbors (k-NN), Naive-Bayes 
classifier (NBC), and support vector machine (SVM); their performance was 
evaluated. For modeling, 66% of the morpho-biometric seeds data were used for 
training the classifiers, while 34% were reserved for validation. The tested classifiers 
showed promise for species identification based on seed image processing, with the 
decision tree classifier demonstrating the highest accuracy in correctly identifying 
species (78.26%), followed by ANN (76.58%), k-NN (76.28%), NBC (75.27%), and 
SVM (70.27%). Therefore, it is possible to achieve satisfactory species identification 
of native species using seed images and machine learning, with the decision tree 
classifier being recommended. These results contribute to automation, development 
of applications, or tools for seed image capture and processing for species 
identification. 
 

Keywords: artificial intelligence; forest seeds; image processing. 

 

5.1 INTRODUÇÃO 

 

A identificação de sementes representa um desafio mundial para 

pesquisadores por diferentes razões (BAO; BAMBIL, 2021, p. 17), sobretudo para as 

espécies nativas. No Brasil, por exemplo, tem-se reconhecidas 35.653 plantas com 

sementes, sendo 8.320 destas arbóreas distribuídas em 138 famílias e 938 gêneros 

botânicos (REFLORA, 2020). Geralmente, a identificação e diferenciação das 

espécies florestais é realizada por meio de descritores botânicos e morfológicos com 

base em estruturas vegetativas e reprodutivas das plantas (URBANETZ; 

TAMASHIRO; KINOSHITA, 2010, p. 350), como folhas, flores, frutos e sementes. 

Contudo, identificar ou diferenciar centenas ou milhares de espécies a partir de 

sementes é uma tarefa praticamente impossível para o profissional florestal. 

Observou-se nos últimos anos um avanço na identificação de espécies a 

partir de imagens de sementes e frutos (FARRIS et al., 2020, p. 2). Entretanto, o uso 

de análise de imagens digitais para a diferenciação de sementes nativas é um 
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método pouco explorado e não validado devido à ausência de conjunto de dados. 

No setor florestal, inteligência artificial e tecnologias associadas tem expressivo 

potencial por permitir um rápido e maior processamento de dados. Por exemplo, 

empregando aprendizado de máquina que tem a capacidade de identificar padrões e 

correlações complexas em diferentes níveis de detalhamentos. 

Técnicas de aprendizado de máquina a partir de imagens de sementes são 

explorados com sucesso em espécies agrícolas. Por exemplo, a utilização de 

scanner de alta resolução para extração de características de textura em sementes 

de tomate e redes neurais artificiais para classificação de cultivares (ROPELEWSKA; 

PIECKO, 2022, p. 686), ou classificação de variedades de sementes de cevada a 

partir de características de forma, cor e textura capturadas por imagem (SHI et al., 

2022, p. 215), bem como uso de imagens hiperespectrais e aprendizado de máquina 

para detecção de variedades de sementes de soja (TAN et al., 2019, p. 1013; ZHU 

et al., 2019, p. 12; ZHU et al., 2020, p. 6) e de sementes de milho (BAO et al., 2019, 

p. 13). Entretanto, ainda faltam estudos com espécies nativas do Brasil com estas 

abordagens tecnológicas ou mesmo apresentando alternativas acessíveis de 

equipamentos e recursos computacionais. 

A aplicação de ferramentas de aceso livre e de fácil execução para 

processamento de imagens é uma opção ao uso de equipamentos menos 

acessíveis. Deste modo, ferramentas como ImageJ® que extraem dados de uma 

imagem podem ser aplicados em sementes. Além disso, empregar inteligência 

artificial com o uso do software Weka® que contém uma coleção de algoritmos de 

aprendizado de máquina para tarefas de mineração de dados, ferramentas para pré-

processamento de dados, classificação, regressão, agrupamento, regras de 

associação e visualização para uma análise mais aprofundada é uma opção viável. 

O software Weka® foi desenvolvido na Universidade de Waikato, Nova Zelândia, 

com o objetivo de identificar informações de dados obtidos de domínios agrícolas 

devido sua usabilidade, entretanto, o uso do software foi estendido para outros 

campos (ŠKRUBEJ; ROZMAN; STAJNKO, 2015, p. 70). 

Assim, objetivou-se com este capítulo aplicar diferentes classificadores de 

aprendizado de máquina associados à análise de imagens para identificação de 

espécies florestais nativas do Brasil a partir de características morfobiométricas de 

sementes, empregando ferramentas gratuitas de processamento de imagens e 

inteligência artificial. 



106 
 

 

5.2 MATERIAL E MÉTODOS 

 

5.2.1 Desenho do trabalho 

 

A metodologia do presente capítulo seguiu o seguinte fluxograma de 

trabalho (FIGURA 20): (i) aquisição e análise das imagens de sementes para 

obtenção de atributos morfobiométricos relativos à cor, tamanho e formato das 

sementes, conforme metodologia apresentada no capítulo anterior (FIGURA 10), (ii) 

seguido do processamento dos dados e aplicação de diferentes classificadores de 

aprendizado de máquina, e (iii) seleção daquele com maior precisão para a 

identificação correta das espécies. 

 

FIGURA 20 - METODOLOGIA DE TRABALHO PARA AQUISIÇÃO E ANÁLISE DAS IMAGENS, 
APLICAÇÃO E SELEÇÃO DOS ALGORITMOS 

 
FONTE: o autor (2023). 

 

5.2.2 Aquisição e processamento das imagens de sementes 

 

As amostras de sementes florestais foram fotografadas e analisadas quanto 

aos aspectos de tamanho, formato e de coloração no Laboratório de Sementes 

Florestais da Universidade Federal do Paraná, entre os anos de 2020 e 2022. Foram 

analisadas um total de 155 espécies florestais nativas pertencentes a 42 famílias 

botânicas. As sementes utilizadas neste estudo são provenientes dos bancos de 

sementes de sete instituições nacionais e regionais de pesquisa, produção e ensino: 

(i) Embrapa Florestas, (ii) Instituto Água e Terra (IAT/PR), (iii) Sociedade Chauá, (iv) 
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Laboratório de Sementes Florestais (UFPR), (v) Programa Bolsa de Sementes 

(AFUBRA/UFSM), (vi) Núcleo de Conservação da Biodiversidade do Instituto de 

Pesquisas Ambientais do Estado de São Paulo, e (vii) Núcleo de Ecologia e 

Monitoramento Ambiental (NEMA/UNIVASF). A lista completa das espécies 

analisadas encontra-se no APÊNDICE 2. 

As sementes de cada espécie foram dispostas espacialmente sobre folha de 

espuma vinílica acetinada (EVA). Em seguida, realizou-se a captura das imagens 

com câmera fotográfica Canon PowerShot SX500 IS (f/4) lente de 12 MP a 50 cm de 

distância das sementes com gabarito de referência milimetrado. As aquisições das 

imagens foram feitas usando mini estúdio fotográfico (50 x 50 x 50 cm) com luz 

artificial branca (LED) para padronização das condições de luminosidade. Para cada 

fotografia foram realizadas novas amostragens de sementes por espécie, totalizando 

465 imagens que compuseram a base de imagens de sementes utilizadas neste 

estudo (TABELA 4). 

As imagens em seu formato original (.JPEG) foram transferidas para 

microcomputador, e no software ImageJ®, versão 1.53 

(https://imagej.nih.gov/ij/index.html) foi determinada a escala de referência em 

milímetros. Em seguida, foi aplicada a máscara de Threshold para contrastar os 

componentes da imagem. As características de tamanho, formato e coloração foram 

analisadas conforme descrito por Ferreira e Rasband (2012, p. 136-138). Em suma, 

foram utilizadas oito características para dimensões, quatro para formato, e seis 

para cor, totalizando 18 atributos analisados (TABELA 5). 
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TABELA 5 - ATRIBUTOS DE TAMANHO, FORMATO E COLORAÇÃO SELECIONADOS E 
ANALISADOS A PARTIR DAS IMAGENS DE SEMENTES 

Dimensões das 
sementes Descrição dos atributos 

Área seleção da superfície das sementes (mm²), calculado a partir dos limites 
definidos pelo perímetro. 

Perímetro limite externo da seleção das sementes (mm), calculado a partir dos centros dos 
pixels limite. 

Largura medida de largura (mm) definidos pelo menor retângulo delimitador que envolve 
a seleção da semente. 

Altura medida de altura (mm) definidos pelo menor retângulo delimitador que envolve a 
seleção da semente. 

Maior eixo maior (mm) ajustado à uma elipse que envolve a seleção da semente. 
Menor eixo menor (mm) ajustado à uma elipse que envolve a seleção da semente. 

Feret maior distância (mm) entre dois pontos ao longo do limite da seleção da semente 
ajustado em um ângulo de até 180°. 

MinFeret menor distância (mm) entre dois pontos ao longo do limite da seleção da 
semente ajustado em um ângulo de até 180°. 

Formato das 
sementes Descrição dos atributos 

Circularidade 

valor escalar (0,0 a 1,0) calculado a partir da fórmula abaixo, indicando um 
círculo perfeito quando próximo a 1.0 para o formato da semente em relação ao 
seu perímetro, e uma forma alongada quando próximo de zero. 

 

Proporção 

relação entre os eixos maior e menor a partir de uma elipse ajustada para a 
imagem da semente, calculado a partir da fórmula abaixo. 

 

Redondeza 

valor escalar (0,0 a 1,0) calculado a partir da fórmula abaixo, inverso da 
proporção da semente. 

 

Solidez 

valor escalar (0,0 a 1,0) calculado a partir da fórmula abaixo, indicando a relação 
entre a área da semente capturada na imagem e a área convexa de cada 
semente. 

 

Coloração das 
sementes Descrição dos atributos 

Cor 

valor médio de cinza (0 a 255) resultantes do somatório de valores dos pixels da 
seleção da superfície da imagem da semente dividido pelo número de pixels, 
calculado a partir das fórmulas abaixo. 

 

Desvio padrão 
(StdDev) 

cálculo do desvio padrão dos valores de cor de cinza da superfície da imagem 
da semente usadas para gerar o valor médio de cinza. 

Valor de cinza 
modal (Modal) 

valor de cinza (0 a 255) para a cor da seleção da superfície da semente que 
ocorre com mais frequência, correspondente ao pico mais alto no histograma. 

Nível de cinza 
Mínimo 

valores mínimos (0 a 255) para a cor de cinza da seleção da superfície da 
semente. 

Nível de cinza valores máximos (0 a 255) para a cor de cinza da seleção da superfície da 

(Continua) 
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Máximo semente. 

Mediana valor mediano (0 a 255) dos pixels para a coloração da seleção da superfície da 
semente. 

FONTE: o autor (2022). 
 

Um conjunto com 1,827 milhões de dados morfobiométricos, composto por 

18 atributos obtidos a partir do processamento de imagens de 101.521 sementes 

para 155 espécies foram analisados. Os arquivos em formato Comma-separated 

values (.CSV) contendo os dados morfobiométricos das sementes foram utilizados 

para processamento dos modelos de aprendizado de máquina no software Weka®, 

versão 3.8.3 (WAIKATO ENVIRONMENT FOR KNOWLEDGE ANALYSIS, 2018). 

Os atributos de coloração (cor, desvio padrão, mínimo e máximo, modal e 

mediana), tamanho (área, perímetro, largura, altura, maior, menor, feret e minferet) e 

formato (circularidade, proporção e solidez) foram previamente selecionados 

(attribute evaluator) com triagem das melhores variáveis primeiro (mérito do melhor 

subconjunto encontrado com alta correlação: 0,805). A redondeza das sementes não 

foi selecionada por ser o inverso da proporção, por isso, fornece exatamente a 

mesma informação. 

 

5.2.3 Aprendizado de máquina e classificação 

 

Para determinar o classificador de aprendizado de máquina mais adequado 

para identificação das espécies, cinco técnicas de classificação por aprendizado 

supervisionado foram implementadas e comparadas neste trabalho: árvores de 

decisão (DT), redes neurais artificiais (ANN), k-vizinhos mais próximos (k-NN), 

classificador Naive-Bayes (NBC) e máquina de vetores de suporte (SVM). 

Selecionando-se o classificador com base no melhor desempenho em acurácia, 

precisão, sensibilidade e medida F (WITTEN; FRANK, 2005) derivadas da matriz de 

confusão (FIGURA 21) para a classificação das espécies a partir dos conjuntos de 

validação e que possua o maior coeficiente de correlação Kappa (0,0-1,0). 
  

(Conclusão) 
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FIGURA 21 - MATRIZ DE CONFUSÃO UTILIZADA PARA AVALIAÇÃO DO DESEMPENHO DOS 
CLASSIFICADORES 

 
FONTE: o autor (2023). 

 

Na matriz de confusão apresentada na FIGURA 21, tem-se as seguintes 

categorias: 

Verdadeiro Positivo (VP): ocorre quando a espécie que estamos buscando 

prever é corretamente identificada no conjunto de validação. 

Falso Positivo (FP): ocorre quando a espécie que estamos buscando prever 

é erroneamente identificada no conjunto de validação. 

Verdadeiro Negativo (VN): ocorre quando a espécie que não estamos 

buscando prever é corretamente identificada no conjunto de validação. 

Falso Negativo (FN): ocorre quando a espécie que não estamos buscando 

prever é erroneamente identificada no conjunto de validação. 

Esses termos são utilizados para avaliar o desempenho de um modelo de 

classificação e fornecem informações importantes sobre a capacidade do modelo 

em identificar corretamente as sementes. 

Para modelagem, 66% dos dados morfobiométricos das sementes foram 

usados para o treinamento dos classificadores, enquanto 34% dos dados não vistos 

pelos classificadores foram deixados para validação (FIGURA 22). Esta separação 

foi usada para que os classificadores não tenham acesso ao conjunto total de dados 

para treinamento, o que não refletiria uma situação real em que sementes nunca 

vista seriam encontradas naturalmente. 
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FIGURA 22 - TREINAMENTO E VALIDAÇÃO DOS CLASSIFICADORES TESTADOS A PARTIR DA 
SEPARAÇÃO DOS DADOS MORFOBIOMÉTRICOS DE SEMENTES 

 
FONTE: o autor (2023). 

 

Árvores de decisão (decision trees): organiza o conhecimento extraído do 

conjunto de dados em uma estrutura hierárquica semelhante a uma árvore (FIGURA 

23), composta por nós e ramos, cada nó interno representa um atributo e está 

associado à um teste para classificação de dados, os nós e folhas da árvore 

correspondem às classes e as ramificações representam cada um dos possíveis 

resultados dos testes aplicados (QUINLAN, 1996). Um novo exemplo pode ser 

classificado seguindo os nós e ramifica-se até que uma folha seja alcançada. O 

processo de modelagem por árvores de decisão visa maximizar a classificação 

correta de todos os dados de treinamento. Para isso, foi utilizado o algoritmo J48 

(C4.5) por ser o aprendizado com esta abordagem mais usado para gerar uma 

árvore de decisão. A árvore de decisão criada possui 7.283 folhas, levou 37,4 s para 

construir o modelo e 1,2 s para testar o modelo construído. Foi utilizado no Weka® o 

seguinte esquema de execução: weka.classifiers.trees.J48-C0.25-M2. 
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FIGURA 23 - EXEMPLIFICAÇÃO DO CLASSIFICADOR POR ÁRVORES DE DECISÃO 

 
FONTE: o autor (2023). 

 

Redes neurais artificiais (artificial neural networks): simula o comportamento 

do cérebro humano, compostos por um elevado número de elementos de 

processamento altamente interconectados semelhante ao funcionamento dos 

neurônios biológicos, ligados com conexões ponderadas correspondentes às 

sinapses cerebrais (McCULLOCH; WALTER, 1943). O Multilayer perceptron (MLP) é 

um tipo comum de rede neural artificial amplamente utilizado para fins de 

classificação (FIGURA 24). Para a arquitetura da rede neural, o valor da taxa de 

aprendizado foi estabelecido em 0,3 e a taxa de impulso em 0,2 (ŠKRUBEJ; 

ROZMAN; STAJNKO, 2015, p. 71). O número de neurônios nas camadas de entrada 

e saída foi definido como 17 e 155, respectivamente, pois o número de atributos 

avaliados foram 17 e o número de espécies analisadas foi 155. A camada 

intermediária foi construída com 240 neurônios. O tempo de treinamento foi de 500 

épocas, o que levou 3,82 h para construir o modelo e 12,7 s para testar o modelo 

construído. Foi utilizado no Weka® o seguinte esquema de execução: 

weka.classifiers.functions.MultilayerPerceptron-L0.3-M0.2-N500-V0-S0-E20-Ha. 
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FIGURA 24 - EXEMPLIFICAÇÃO DO CLASSIFICADOR POR REDES NEURAIS ARTIFICIAIS 

 
FONTE: o autor (2023). 

 

K-vizinhos mais próximos (k-nearest neighbors): aprende com base em 

instâncias, em que se analisa as instâncias ou exemplos ao redor de um caso 

específico (FIGURA 25). Este modelo calcula a distância entre cada amostra de 

treinamento e o caso de teste com base na distância Euclidiana. Após classificar 

todas as distâncias, o modelo seleciona o k mais próximo daqueles que são 

considerados como os vizinho k mais próximos (AHA; KIBLER; ALBERT, 1991). Se 

o algoritmo retorna mais de um k vizinho, eles são votados para formar a 

classificação final, o que levou 0,03 s para construir o modelo e 6,23 min para testar 

o modelo construído. Foi utilizado no Weka® o seguinte esquema de execução: 

weka.classifiers.lazy.IBk-K1-W0-A. 

 

FIGURA 25 - EXEMPLIFICAÇÃO DO CLASSIFICADOR POR K-VIZINHOS MAIS PRÓXIMOS 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 
 

FONTE: o autor (2023). 
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Classificador Naive-Bayes (Naive-Bayes classifiers): prediz a classe para a 

qual a probabilidade a posteriori é maior, dadas as variáveis preditoras do caso a ser 

classificado, baseia-se na teoria da probabilidade utilizando o teorema de Thomas 

Bayes (FIGURA 26) (SHANNON, 1948). Neste trabalho, foi utilizado o classificador 

Naive-Bayes que é um dos métodos de aprendizado Bayesiano, o que levou 0,4 s 

para construir o modelo e 34,24 s para testar o modelo construído. Foi utilizado no 

Weka® o seguinte esquema de execução: weka.classifiers.bayes.NaiveBayes. 

 

FIGURA 26 - EXEMPLIFICAÇÃO DO CLASSIFICADOR NAIVE-BAYES 

 
FONTE: o autor (2023). 

 

Máquina de vetores de suporte (support vector machines): constrói um 

hiperplano com uma linha de decisão para classificação das instâncias (FIGURA 27) 

(CORTES; VAPNIK, 1995; VAPNIK, 1995), tem sido amplamente utilizado em 

diversas aplicações, neste trabalho, levou 57,6 s para construir o modelo e 23,36 s 

para testar o modelo construído. Foi utilizado no Weka® o seguinte esquema de 

execução: weka.classifiers.functions.SMO-C1.0-L0.001-P1.0E-12-N0-V-1-W1-K. 
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FIGURA 27 - EXEMPLIFICAÇÃO DO CLASSIFICADOR POR MÁQUINA DE VETORES DE 
SUPORTE 

 
FONTE: o autor (2023). 

 

5.2.4 Avaliação do desempenho 

 

Acurácia (accuracy): percentual de previsões corretas feitas a partir do 

modelo testado quando comparado com a classificação real do conjunto de dados 

de validação, calculado em função do número de sementes classificadas 

corretamente dividido pelo número total de sementes, conforme fórmula abaixo: 

 

Onde VP refere-se ao verdadeiro positivo, VN refere-se ao verdadeiro 

negativo, FP refere-se ao falso positivo e FN refere-se ao falso negativo. Assim, VP 

+ VN + FP + FN é o número total de sementes do conjunto de validação e VP + VN 

é o número de sementes identificadas corretamente. 

Precisão (precision): proporção de casos positivos previstos que são 

realmente os reais entre todas as sementes que foram classificadas para cada 

espécie. É calculado da seguinte forma: 
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Onde VP refere-se ao verdadeiro positivo e FP refere-se ao falso positivo. 

Um falso positivo ocorre quando a semente é incorretamente prevista como positiva 

quando na verdade é negativa. 

Sensibilidade (recall): definido como a razão entre o verdadeiro positivo e a 

soma do verdadeiro positivo e falso negativo. É calculado da seguinte forma: 

 

Onde VP refere-se ao verdadeiro positivo e FN refere-se ao falso negativo. 

O falso negativo ocorre quando a semente predita como negativa é na verdade 

positiva. 

Medida F (F-measure): definida como uma média harmônica calculada com 

base na precisão e na sensibilidade. É calculado da seguinte forma: 

 

Coeficiente Kappa: definido como uma métrica que avalia o nível de 

concordância de uma tarefa de classificação entre dois ou mais conjuntos de dados, 

indicando quais daqueles dados classificados tem maior coesão. É calculado da 

seguinte forma: 

 

Onde VP refere-se ao verdadeiro positivo, VN refere-se ao verdadeiro 

negativo, FP refere-se ao falso positivo e FN refere-se ao falso negativo. 

 

5.3 RESULTADOS E DISCUSSÃO 

 

Os classificadores de aprendizagem de máquina testados mostraram-se 

promissores para a identificação das espécies a partir do processamento de 

imagens e obtenção de atributos morfobiométricos de sementes, sendo o modelo 

por árvores de decisão o que apresentou maior acurácia para identificação correta 

das sementes a partir do conjunto de dados de validação (82,8%), cujo coeficiente 

Kappa foi de 0,780 (TABELA 6). Seguido dos classificadores de redes neurais 
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artificiais (81,7%; 0,763), k-vizinhos mais próximos (81,7%; 0,760), classificador 

Naive-Bayes (81,1%; 0,749) e máquina de vetores de suporte (78,7%; 0,699). 

Portanto, o modelo por árvore de decisão se mostrou mais efetivo para identificação 

correta das espécies a partir de características relacionadas a cor, tamanho e 

formato das sementes, constatado pela maior precisão de identificação das 

sementes para o conjunto de dados de validação (TABELA 6). Os demais 

parâmetros de desempenho avaliados também foram superiores para árvore de 

decisão em relação aos outros classificadores. 

 

TABELA 6 - DESEMPENHO DOS CLASSIFICADORES DE APRENDIZADO DE MÁQUINA 
TESTADOS PARA IDENTIFICAÇÃO DAS ESPÉCIES A PARTIR DA ANÁLISE DE IMAGENS DE 
SEMENTES 

Classificadores testados Acurácia (%) Precisão Sensibilidade Medida 
F Coeficiente Kappa 

Árvores de decisão 82,8 0,782 0,783 0,782 0,780 
Redes neurais artificiais 81,7 0,767 0,766 0,767 0,763 
K-vizinhos mais próximos 81,7 0,762 0,763 0,762 0,760 
Classificador Naive-Bayes 81,1 0,754 0,753 0,750 0,749 
Máquina de vetores de suporte 78,7 0,703 0,703 0,704 0,699 
FONTE: o autor (2022). 
 

O uso de aprendizado de máquina para resolver alguma questão requer 

alguns pré-requisitos, visto que nem todos os algoritmos resolvem todos os tipos de 

problemas, sendo necessário um conjunto de dados e exemplos robustos, bem 

como sua construção e atualização constante. Além disso, é preciso fazer a seleção 

dos conjuntos de classificadores adequados para o problema que se quer resolver. 

Após o treinamento, a validação dos classificadores precisa ser mensurada em nível 

de precisão para o problema que está sendo solucionado. 

Por exemplo, em estudos que utilizaram aprendizado de máquina e técnicas 

de visão computacional para classificar sementes de melancia, foram capturadas 

imagens das sementes por meio de uma câmera, resultando em uma precisão de 

classificação que variou de 69,5% a 84,3% com o uso da máquina de vetores de 

suporte (MUKASA et al., 2022). Por outro lado, a utilização dessas metodologias 

para detectar a autenticidade de sementes de milho alcançou uma precisão de 

reconhecimento de 98,0% utilizando redes neurais artificiais (TU et al., 2022). 

Enquanto um sistema de classificação baseado em mecanismos de rotação 

alternada para expor as características externas das sementes de soja obteve 
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precisão de 97,8% utilizando aprendizado profundo (ZHAO et al., 2021). Esses 

diferentes resultados demonstram a necessidade de validação das técnicas, uma 

vez que podem apresentar níveis de precisão variados de acordo com o problema 

analisado. 

O coeficiente Kappa encontrado para o classificador por árvores de decisão 

é considerado alto (0,780), em uma escala de 0,0 a 1,0. Contudo, deve-se destacar 

que as espécies avaliadas apresentaram diferenças de precisão na identificação 

correta a partir da análise de imagens de sementes, variando de baixa até muita alta 

precisão (FIGURA 28). O classificador por árvores de decisão considerou 

corretamente seis espécies com baixa precisão (0,20 a 0,39), 40 espécies com 

precisão moderada (0,40 a 0,69), 72 espécies com alta precisão (0,70 a 0,89) e 37 

espécies com precisão muito alta (0,90 a 1,00). 

 

FIGURA 28 - NÍVEL DE RECONHECIMENTO DAS ESPÉCIES A PARTIR DA ANÁLISE DE 
IMAGENS DE SEMENTES ASSOCIADA À APRENDIZAGEM DE MÁQUINA USANDO O 
CLASSIFICADOR POR ÁRVORES DE DECISÃO 

 
FONTE: o autor (2023). 

 
 

Diferentemente das culturas agrícolas que apresentam sementes 

majoritariamente homogêneas devido ao melhoramento genético (DUAN et al., 
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2022, p. 1808), espécies florestais apresentam grande variação das características 

das sementes para uma mesma espécie. Além disso, a proximidade de gêneros 

botânicos se mostra como um fator de confusão para a identificação correta das 

sementes pelo método proposto usando mini estúdio e câmera fotográfica. 

Dentro dos gêneros avaliados, a similaridade ou proximidade das 

características das sementes foi um dos motivos de confusão para identificação 

correta das sementes das espécies dos gêneros Annona (A. cacans, A. emarginata, 

A. mucosa e A. sylvatica), Butia (B. capitata e B. eriospatha), Cassia (C. grandis e C. 

leptophylla), Cecropia (C. glaziovii, C. hololeuca, C. pachystachya e C. sciadophylla), 

Enterolobium (E. contortisiliquum e E. timbouva) e Senna (S. macranthera, S. 

pendula e S. spectabilis) que apresentaram precisão moderada para a identificação 

correta das espécies (TABELA 7). O principal motivo de confusão é a proximidade 

de características morfobiométricas das sementes dentro do mesmo gênero. 
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TABELA 7 – PRECISÃO DE IDENTIFICAÇÃO CORRETA DAS ESPÉCIES A PARTIR DA ANÁLISE 
DE IMAGENS DE SEMENTES ASSOCIADA À APRENDIZAGEM DE MÁQUINA USANDO O 
CLASSIFICADOR POR ÁRVORES DE DECISÃO 

Precisão para 
identificação correta n                                                    Espécies                                  (continua) 

Muita baixa 
0,00 a 0,19 0 Nenhuma 

Baixa 
0,20 a 0,39 6 

Cenostigma pyramidale (0.283), Mimosa ophthalmocentra (0.340), 
Croton blanchetianus (0.361), Manihot carthagenensis (0.364), Albizia 
niopoides (0.374) e Genipa americana (0.398). 

Moderada 
0,40 a 0,69 40 

Vitex megapotamica (0.402), Bixa orellana (0.408), Annona cacans 
(0.418), Annona emarginata (0.428), Jatropha molissima (0.429), 
Mimosa bimucronata (0.431), Cassia grandis (0.446), Cecropia 
hololeuca (0.451), Enterolobium contortisiliquum (0.465), Cnidoscolus 
quercifolius (0.473), Butia eriospatha (0.489), Cenostigma microphyllum 
(0.500), Annona sylvatica (0.517), Butia capitata (0.529), Lophanthera 
lactescens (0.540), Senna macranthera (0.541), Croton floribundus 
(0.542), Senna pendula (0.556), Cecropia pachystachya (0.559), Senna 
spectabilis (0.570), Cecropia glaziovii (0.575), Cecropia sciadophylla 
(0.581), Dalbergia ecastaphyllum (0.585), Mimosa tenuiflora (0.599), 
Handroanthus heptaphyllus (0.613), Enterolobium timbouva (0.614), 
Euphorbia heterophylla (0.615), Euterpe edulis (0.620), Lonchocarpus 
cultratus (0.626), Alchornea glandulosa (0.626), Schinus terebinthifolia 
(0.629), Piptadenia gonoacantha (0.633), Annona mucosa (0.638), 
Lafoensia glyptocarpa (0.638), Ceiba speciosa (0.641), Leptolobium 
dasycarpum (0.643), Poecilanthe parviflora (0.647), Cordia superba 
(0.655), Copernicia prunifera (0.676) e Cassia leptophylla (0.680). 

Alta 
0,70 a 0,89 72 

Inga lentiscifolia (0.703), Erythroxylum argentinum (0.704), Mabea 
fistulifera (0.705), Allophylus guaraniticus (0.709), Astronium urundeuva 
(0.712), Gymnanthes klotzschiana (0.716), Libidibia ferrea (0.717), 
Platypodium elegans (0.721), Diospyros inconstans (0.727), Solanum 
lycocarpum (0.73), Manilkara elata (0.731), Handroanthus chrysotrichus 
(0.738), Guazuma ulmifolia (0.738), Neocalyptrocalyx longifolium 
(0.740), Clitoria fairchildiana (0.740), Handroanthus impetiginosus 
(0.743), Psidium myrtoides (0.743), Pachira glabra (0.743), Erythrina 
speciosa (0.747), Sesbania punicea (0.752), Terminalia mameluco 
(0.753), Ilex paraguariensis (0.755), Senegalia bonariensis (0.755), 
Allophylus edulis (0.757), Helietta apiculata (0.760), Dimorphandra 
mollis (0.763), Hymenaea courbaril (0.763), Psidium guajava (0.767), 
Mimosa flocculosa (0.769), Cassia ferruginea (0.770), Mimosa scabrella 
(0.772), Bauhinia forficata (0.774), Calopogonium mucunoides (0.774), 
Anadenanthera colubrina (0.775), Leucochloron incuriale (0.776), 
Nectandra lanceolata (0.778), Sarcomphalus joazeiro (0.780), Dalbergia 
frutescens (0.781), Mucuna pruriens (0.790), Pityrocarpa moniliformis 
(0.792), Solanum viarum (0.795), Lithraea molleoides (0.798), 
Stryphnodendron adstringens (0.800), Jatropha curcas (0.801), 
Balfourodendron riedelianum (0.803), Matayba elaeagnoides (0.803), 
Monteverdia ilicifolia (0.804), Sesbania virgata (0.818), Campomanesia 
xanthocarpa (0.819), Gallesia integrifolia (0.824), Cryptocarya 
aschersoniana (0.833), Aegiphila integrifolia (0.833), Drimys brasiliensis 
(0.838), Podocarpus lambertii (0.840), Phytolacca dioica (0.843), 
Pleroma raddianum (0.843), Hymenaea altissima (0.847), 
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Parapiptadenia rigida (0.851), Berberis laurina (0.851), Cupania vernalis 
(0.855), Abrus precatorius (0.857), Cecropia peltata (0.858), Xiquexique 
gounellei (0.860), Handroanthus ochraceus (0.870), Zanthoxylum 
rhoifolium (0.876), Machaerium acutifolium (0.882), Calliandra brevipes 
(0.884), Cereus jamacaru (0.885), Encholirium spectabile (0.886), 
Peltophorum dubium (0.889), Ormosia arborea (0.89) e Syagrus 
romanzoffiana (0.892). 

Muito Alta 
0,90 a 1,00 37 

Psidium cattleyanum (0.900), Prunus brasiliensis (0.900), Gaylussacia 
brasiliensis (0.900), Machaerium villosum (0.901), Aspidosperma 
parvifolium (0.910), Spondias tuberosa (0.910), Mimosa pigra (0.911), 
Araucaria angustifolia (0.921), Commiphora leptophloeos (0.921), 
Luehea divaricata (0.922), Sapindus saponaria (0.924), Pleroma 
sellowianum (0.925), Schizolobium parahyba (0.933), Terminalia 
glabrescens (0.937), Pterogyne nitens (0.939), Ateleia glazioveana 
(0.942), Handroanthus albus (0.942), Hevea brasiliensis (0.947), 
Lafoensia pacari (0.949), Solanum granulosoleprosum (0.951), 
Machaerium stipitatum (0.957), Vassobia breviflora (0.958), Dalbergia 
brasiliensis (0.958), Aspidosperma subincanum (0.960), Tabebuia aurea 
(0.961), Schinopsis brasiliensis (0.963), Cochlospermum orinocense 
(0.965), Aspidosperma pyrifolium (0.970), Amburana cearenses (0.973), 
Cedrela fissilis (0.983), Dictyoloma vandellianum (0.990), Styrax 
leprosus (0.990), Vernonanthura discolor (0.991), Miconia theaezans 
(0.992), Senna multijuga (0.994), Myrocarpus frondosus (0.999) e 
Pterocarpus rohrii (0.999). 

Total 155  
FONTE: o autor (2022). 
 

As sementes dos gêneros Allophylus (A. edulis e A. guaraniticus), 

Aspidosperma (A. parvifolium, A. pyrifolium e A. subincanum), Dalbergia (D. 

brasiliensis e D. frutescens), Handroanthus (H. albus, H. chrysotrichus, H. 

impetiginosus e H. ochraceus), Hymenaea (H. altissima e H. courbaril), Machaerium 

(M. stipitatum e M. villosum), Pleroma (P. raddianum e P. sellowianum), Psidium (P. 

cattleyanum, P. guajava e P. myrtoides), Sesbania (S. punicea e S. virgata), 

Solanum (S. granulosoleprosum, S. lycocarpum e S. viarum) e Terminalia (T. 

glabrescens e T. mameluco) foram identificadas corretamente com alta ou muito alta 

precisão (TABELA 7). Este resultado denota a potencialidade na identificação de 

sementes florestais, a partir de características morfobiométricas obtidos com análise 

de imagens e aprendizado de máquina. Entretanto, não é possível fazer 

generalizações quanto a efetividade de classificação correta dentro dos gêneros 

botânicos. 

Os gêneros Cenostigma e Croton apresentaram baixa (Cenostigma 

pyramidale e Croton blanchetianus) e moderada (Cenostigma microphyllum e Croton 

floribundus) precisão na identificação das sementes. Houve maior confusão do 

(Conclusão) 
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classificador para essas espécies, devido as características morfobiométricas das 

sementes capturadas por imagem. Enquanto as sementes do gênero Mimosa 

apresentaram diferentes níveis de precisão, sendo baixa para Mimosa 

ophthalmocentra, precisão moderada para M. bimucronata e M. tenuiflora, e alta 

precisão para identificação de M. flocculosa, M. pigra e M. scabrella. 

A matriz de confusão completa a partir do classificador por árvores de 

decisão encontra-se no APÊNDICE 3. O classificador por árvores de decisão 

também confundiu sementes de Cenostigma pyramidale, a qual apresentou baixa 

precisão de identificação correta (0.283), principalmente com Cassia leptophylla 

(20), e em menor proporção para Annona cacans (12), Dalbergia ecastaphyllum 

(10), Piptadenia gonoacantha (8) e Anadenanthera colubrina (7) como falsos 

negativos, além dos falsos positivos com Poecilanthe parviflora (7) e Annona 

sylvatica (5) (APÊNDICE 3). A exceção do gênero Annona, as demais espécies são 

da família Fabaceae, o que pode ter contribuído para a menor precisão de 

identificação correta das sementes de Cenostigma pyramidale conforme constatado 

pela matriz de confusão. 

Para Mimosa ophthalmocentra (0.340), maior confusão ocorreu com Mimosa 

bimucronata (40) (APÊNDICE 3), espécie do mesmo gênero e com características 

morfobiométricas das sementes próximas. O gênero Mimosa é reconhecidamente 

rico em diversidade de espécies, com cerca de 378 espécies nativas ocorrendo no 

Brasil, sendo 42 arbóreas (REFLORA, 2020). A diferenciação de espécies deste 

gênero por imagens de sementes é um desafio e deve ser explorado em estudos 

futuros abrangendo mais espécies. Alta precisão de identificação correta a partir de 

imagens de sementes foi alcançada para diferenciação de M. bimucronata, M. 

tenuiflora, M. flocculosa, M. pigra e M. scabrella. 

Croton blanchetianus (0.361) apresentou maior confusão com Croton 

floribundus (38), Mimosa bimucronata (26), Gymnanthes klotzschiana (21) e 

Euphorbia heterophylla (17) como falsos negativos, e Senna spectabilis (25), 

Mimosa ophthalmocentra (21), Schinus terebinthifolia (16) e Monteverdia ilicifolia 

(16) como falsos positivos (APÊNDICE 3). Destaca-se aqui os falsos negativos das 

sementes da família Euphorbiaceae, com exceção de Mimosa bimucronata 

(Fabaceae). A maior taxa de confusão para C. blanchetianus, C. floribundus, G. 

klotzschiana e E. heterophylla pode ser atribuído as sementes apresentarem 

carúncula, um tipo de arilo persistente pós maturação das sementes que permanece 
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aderido e conferem características distintas de cor e formato para as sementes, 

influenciando em sua posição no momento da aquisição das imagens, além de 

afetar nas características de tamanho e formato da semente. 

Em contrapartida, sementes aladas ou com estruturas de dispersão que 

conferem formatos diferenciados para as sementes devido a conformação das asas 

apresentaram altas taxas de classificação correta das espécies, como o caso dos 

gêneros Aspidosperma, Handroanthus, Machaerium, Tabebuia e Terminalia. A 

diferenciação de espécies da família Bignoniaceae (Handroanthus e Tabebuia) pode 

ser mais complexa em comparação com outras famílias botânicas, devido a 

morfologia similar de suas sementes, e por apresentar 29 gêneros e 414 espécies 

nativas (REFLORA, 2020). Para Manihot carthagenensis (0.364), maior confusão 

ocorreu com Dalbergia ecastaphyllum (15) e Cenostigma pyramidale (12), enquanto 

Albizia niopoides (0.374) apresentou maior confusão com Euphorbia heterophylla 

(28), e Genipa americana (0.398) com Vitex megapotamica (13) e Cenostigma 

microphyllum (8) como falsos negativos, e Cordia superba (11) como falso positivo 

(APÊNDICE 3). 

Sementes de Genipa americana não possuem um formato e tamanho 

padrão, ocorrendo sementes com diferentes características. Desse modo, o 

coeficiente de assimetria para as características biométricas dessa espécie indica 

que sementes de menor tamanho predominam na amostra, enquanto a curtose (k<3) 

indica haver uma maior amplitude de distribuição da frequência das características 

biométricas das sementes em relação a uma curva normal (SOBRINHO et al., 2017, 

p. 386). Fato este que justifica a baixa capacidade do classificador por árvore de 

decisão de fazer o reconhecimento desta espécie apenas com a morfobiometria da 

semente. 

Vale salientar que o uso da metodologia proposta para captura de imagens 

com câmera fotográfica associado a um mini estúdio, processamento das imagens 

em software de livre acesso e uso de aprendizagem de máquina se mostraram 

adequados para mais de 70% das espécies estudadas. Portanto, é relevante 

considerar que o processamento de imagens e o aprendizado de máquina para 

identificar sementes florestais nativas envolvem desafios e complexidades 

adicionais. 

Dentre os desafios encontrados, destaca-se a variedade de tamanho de 

sementes na mesma espécie, características próximas para alguns gêneros 
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botânicos, sementes muito pequenas que não podem ser fotografadas pelos meios 

comuns, e presença de diásporos ou estruturas de dispersão ligadas as sementes 

que lhe conferem características distintas, como alas, arilos, carúnculas, e 

pericarpos persistentes. Além disso, é importante realizar a extração de 

características relevantes e a seleção adequada de atributos para alimentar o 

classificador, sendo a disponibilidade de um conjunto de dados de treinamento 

representativo e de alta qualidade fundamental para obter resultados confiáveis. 

Dentre as possibilidades exploradas, destaca-se a implementação de 

aplicativos com técnicas de aprendizado de máquina para a identificação de 

sementes, o que pode trazer benefícios significativos em termos de automação, 

fiscalização e identificação taxonômica. Portanto, é importante considerar o 

desenvolvimento de trabalhos futuros utilizando técnicas avançadas de aprendizado 

profundo e programação em sementes florestais nativas, visando a criação de 

aplicativos ou ferramentas integradas para captura e processamento de imagens 

voltadas à identificação de sementes. Nesse sentido, os pesquisadores brasileiros 

necessitam estabelecer parcerias sólidas e obter financiamento adequado para 

impulsionar as pesquisas com esse enfoque. 

Por fim, o método proposto, que envolve o uso de câmera digital e mini 

estúdio, é aplicável para a identificação de sementes florestais. No entanto, ressalta-

se que em casos de espécies com baixa taxa de reconhecimento pelo classificador 

ou maior grau de confusão, o método proposto pode não ser adequado. Nesses 

casos, são necessárias novas pesquisas e aprimoramentos da metodologia para 

atender às demandas das espécies florestais em questão, como explorar 

alternativas de captura de imagens, maior número amostral e técnicas de 

aprendizado profundo. 

 

5.4 CONCLUSÕES 

 

O processamento de imagens de sementes e o uso de técnicas de 

aprendizado de máquina possibilitam a identificação de espécies florestais nativas 

com taxa satisfatória de acurácia. Recomenda-se os classificadores baseados em 

árvores de decisão. 
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CONSIDERAÇÕES FINAIS 
 

A abordagem de análise de imagens e aprendizado de máquina tem sido 

cada vez mais explorada em estudos científicos sobre sementes, evidenciado pelo 

aumento de publicações recentes nessa área. Esse crescimento é impulsionado por 

pesquisadores internacionais, que têm contribuído para o avanço do conhecimento 

nesse campo de pesquisa. No entanto, é importante ressaltar que o número de 

publicações voltadas para espécies florestais é relativamente baixo, indicando a 

necessidade de mais pesquisas e trabalhos futuros nesse domínio. 

A bibliometria apresentada também evidenciou limitações na abordagem dos 

artigos científicos em relação às sementes florestais, destacando a falta de uma 

metodologia específica para a aquisição e processamento de imagens, superada 

com a metodologia proposta nesta pesquisa. Dado o valor das sementes florestais 

para a conservação e o manejo sustentável dos ecossistemas, é fundamental 

explorar as possibilidades dessas técnicas. Portanto, a metodologia proposta para a 

caracterização e identificação de sementes representa um passo inicial crucial para 

a disseminação de um procedimento acessível, reproduzível e eficiente. 

A caracterização das sementes por meio da metodologia apresentada, 

utilizando uma câmera digital e um mini estúdio, tem o potencial de superar as 

limitações existentes decorrentes do uso de recursos manuais e avaliação individual 

de sementes, ainda amplamente utilizados em estudos florestais no país. A 

metodologia proposta desempenha um papel fundamental na caracterização e 

diferenciação de espécies florestais nativas. Ao aplicar a análise morfobiométrica por 

processamento de imagens, é possível obter informações valiosas com implicações 

diretas em futuros estudos silviculturais, genéticos e ecológicos.  Portanto, espera-se 

que os pesquisadores adotem cada vez mais essas ferramentas computacionais de 

análise de imagens em seus trabalhos, utilizando técnicas acessíveis e tecnologias 

de baixo custo. 

O processamento de imagens permitiu a extração de características 

morfológicas e estruturais das sementes, proporcionando uma abordagem objetiva e 

quantitativa para a identificação das espécies. Essas informações podem ser 

utilizadas para determinar a variabilidade genética, avaliar a qualidade das 

sementes, estudar padrões de dispersão e estabelecer estratégias de conservação. 
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Quanto a identificação de sementes florestais por meio de imagens e 

aprendizado de máquina, a metodologia proposta indica que a técnica pode ser 

empregada com taxa satisfatória de acurácia, não se restringindo ao uso do 

classificador por árvores de decisão. No entanto, para espécies com baixo índice de 

reconhecimento pelo classificador ou com maior grau de confusão, o método 

proposto se mostra inadequado, exigindo pesquisas adicionais e aprimoramento da 

metodologia para essas espécies florestais. A identificação de sementes requer 

constante aprimoramento e refinamento das técnicas utilizadas, especialmente para 

lidar com as particularidades de cada espécie e obter melhores resultados. 

Em resumo, os resultados também demonstram a efetividade da 

identificação de sementes de diferentes espécies por meio da análise de 

características morfobiométricas, o que viabiliza sua utilização em estudos de 

biodiversidade, ecologia e pesquisas florestais. Nesse contexto, a exploração da 

identificação automatizada de sementes em pesquisas futuras é recomendável. A 

análise automatizada de sementes, por meio da aplicação de técnicas de 

processamento de imagens e aprendizado de máquina, possibilita a detecção de 

atributos específicos, como tamanho, forma e cor. Essa abordagem agiliza e 

aprimora a análise científica, proporcionando uma compreensão mais aprofundada 

das características das sementes. 

A adoção de técnicas de processamento de imagens e aprendizado de 

máquina também permite a automação de tarefas demoradas, como a classificação 

manual de sementes, viabilizando um processamento mais rápido e eficiente. Além 

disso, impulsionam o desenvolvimento de sistemas de visão computacional capazes 

de analisar grandes volumes de imagens de sementes de maneira automatizada e 

precisa. Essa abordagem contribui para a criação de bancos de dados robustos e 

promove avanços na pesquisa nessa área. 

Por fim, os resultados apresentados contribuem para futura automação e 

desenvolvimento de aplicativos ou ferramentas integradas para a captura e 

processamento de imagens, visando a identificação de sementes nativas. O 

aprendizado profundo pode desempenhar um papel de destaque na identificação de 

sementes em trabalhos futuros, por meio de algoritmos complexos e redes neurais 

artificiais. A capacidade de lidar com variações de iluminação, ângulos de visão e 

ruídos nas imagens o torna extremamente eficiente em tarefas de reconhecimento. 

No entanto, é importante ressaltar a exigência de conhecimentos avançados em 
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programação, recursos computacionais robustos e habilidades de interpretação do 

pesquisador. 
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APÊNDICE 2 
 
LISTA DE ESPÉCIES ANALISADAS COM LEVANTAMENTO DE INFORMAÇÕES SOBRE 
A OCORRÊNCIA NOS BIOMAS BRASILEIROS. 

Espécie Família Formas de vida 

Biomas 
com ocorrência 

registrada 
1 2 3 4 5 6 

Abrus precatorius Fabaceae Liana/volúvel/trepadeira X X X X X X 
Aegiphila integrifolia Lamiaceae Arbusto, Árvore X X X X X X 
Albizia niopoides Fabaceae Arbusto X X  X  X 
Alchornea glandulosa Euphorbiaceae Arbusto, Árvore X X  X   

Allophylus edulis Sapindaceae Arbusto, Árvore X X X X X X 
Allophylus guaraniticus Sapindaceae Arbusto, Árvore    X  X 
Amburana cearensis Fabaceae Árvore  X X X X  

Anadenanthera colubrina Fabaceae Arbusto, Árvore  X X X   

Annona cacans Annonaceae Árvore    X  X 
Annona emarginata Annonaceae Arbusto, Árvore  X X X X X 
Annona mucosa Annonaceae Árvore X X  X   

Annona sylvatica Annonaceae Árvore  X X X X X 
Araucaria angustifolia Araucariaceae Árvore    X  X 
Aspidosperma parvifolium Apocynaceae Árvore    X   

Aspidosperma pyrifolium Apocynaceae Árvore  X X    

Aspidosperma 
subincanum Apocynaceae Árvore X X  X   

Astronium urundeuva Anacardiaceae Árvore  X X X X X 
Ateleia glazioveana Fabaceae Árvore  X  X  X 
Balfourodendron 
riedelianum Rutaceae Árvore  X  X   

Bauhinia forficata Fabaceae Árvore    X  X 
Berberis laurina Berberidaceae Arbusto, Árvore    X  X 
Bixa orellana Bixaceae Arbusto, Árvore X X  X   

Butia capitata Arecaceae Palmeira  X     

Butia eriospatha Arecaceae Palmeira    X   

Calliandra brevipes Fabaceae Arbusto X X X X  X 
Calopogonium 
mucunoides Fabaceae Erva, 

Liana/volúvel/trepadeira X X X X X  

Campomanesia 
xanthocarpa Myrtaceae Árvore    X  X 

Cassia ferruginea Fabaceae Árvore  X X X   

Cassia grandis Fabaceae Árvore X X  X X  

Cassia leptophylla Fabaceae Árvore    X   

Cecropia glaziovii Urticaceae Árvore    X   

Cecropia hololeuca Urticaceae Árvore  X  X   

Cecropia pachystachya Urticaceae Árvore X X X X X X 
Cecropia peltata Urticaceae Árvore X      

Cecropia sciadophylla Urticaceae Árvore X      

Cedrela fissilis Meliaceae Árvore X X X X X X 
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Ceiba speciosa Malvaceae Árvore X X X X X X 
Cenostigma microphyllum Fabaceae Arbusto, Árvore   X    

Cenostigma pyramidale Fabaceae Arbusto, Árvore X  X    

Cereus jamacaru Cactaceae Suculenta  X X    

Clitoria fairchildiana Fabaceae Árvore X X X X   

Cnidoscolus quercifolius Euphorbiaceae Arbusto, Árvore   X    

Cochlospermum 
orinocense Bixaceae Árvore X      

Commiphora 
leptophloeos Burseraceae Arbusto, Árvore X X X    

Copernicia prunifera Arecaceae Palmeira  X X    

Cordia superba Boraginaceae Arbusto, Árvore  X X X   

Croton blanchetianus Euphorbiaceae Arbusto, Árvore   X    

Croton floribundus Euphorbiaceae Árvore    X   

Cryptocarya 
aschersoniana Lauraceae Árvore    X   

Cupania vernalis Sapindaceae Árvore X X X X X X 
Dalbergia brasiliensis Fabaceae Árvore  X  X   

Dalbergia ecastaphyllum Fabaceae Arbusto, 
Liana/volúvel/trepadeira X   X   

Dalbergia frutescens Fabaceae Arbusto, 
Liana/volúvel/trepadeira X X X X  X 

Dictyoloma vandellianum Rutaceae Árvore X X X X   

Dimorphandra mollis Fabaceae Árvore X X   X  

Diospyros inconstans Ebenaceae Arbusto, Árvore X X X X X X 
Drimys brasiliensis Winteraceae Arbusto, Árvore  X X X   

Encholirium spectabile Bromeliaceae Erva   X X   

Enterolobium 
contortisiliquum Fabaceae Árvore  X X X X X 

Enterolobium timbouva Fabaceae Árvore X X X X X  

Erythrina speciosa Fabaceae Arbusto, Árvore  X  X   

Erythroxylum argentinum Erythroxylaceae Arbusto, Árvore    X   

Euphorbia heterophylla Euphorbiaceae Erva X  X    

Euterpe edulis Arecaceae Palmeira  X  X   

Gallesia integrifolia Phytolaccaceae Árvore X X X X   

Gaylussacia brasiliensis Ericaceae Arbusto, Árvore, 
Subarbusto 

 X X X  X 

Genipa americana Rubiaceae Arbusto, Árvore X X X X X  

Guazuma ulmifolia Malvaceae Árvore X X X X X X 
Gymnanthes klotzschiana Euphorbiaceae Arbusto, Árvore   X X   

Handroanthus albus Bignoniaceae Árvore    X   

Handroanthus 
chrysotrichus Bignoniaceae Árvore  X  X  X 

Handroanthus 
heptaphyllus Bignoniaceae Árvore  X  X  X 

Handroanthus 
impetiginosus Bignoniaceae Árvore X X X X X  

Handroanthus ochraceus Bignoniaceae Árvore X X X X   

Helietta apiculata Rutaceae Árvore  X  X  X 
Hevea brasiliensis Euphorbiaceae Árvore X      

Hymenaea altissima Fabaceae Árvore    X   



156 
 

 

Hymenaea courbaril Fabaceae Árvore X X X X X  

Ilex paraguariensis Aquifoliaceae Arbusto, Árvore  X X X  X 
Inga lentiscifolia Fabaceae Arbusto, Árvore    X  X 
Jatropha curcas Euphorbiaceae Árvore X X X X X  

Jatropha mollissima Euphorbiaceae Arbusto, Árvore X X X    

Lafoensia glyptocarpa Lythraceae Árvore  X     

Lafoensia pacari Lythraceae Árvore  X     

Leptolobium dasycarpum Fabaceae Árvore X X     

Leucochloron incuriale Fabaceae Arbusto, Árvore  X  X   

Libidibia ferrea Fabaceae Árvore  X X X   

Lithraea molleoides Anacardiaceae Arbusto, Árvore  X  X X X 
Lonchocarpus cultratus Fabaceae Árvore X X X X X  

Lophanthera lactescens Malpighiaceae Árvore X      

Luehea divaricata Malvaceae Árvore  X X X X X 
Mabea fistulifera Euphorbiaceae Arbusto, Árvore X X X X   

Machaerium acutifolium Fabaceae Árvore X X X X X  

Machaerium stipitatum Fabaceae Árvore  X  X  X 
Machaerium villosum Fabaceae Árvore  X X X X  

Manihot carthagenensis Euphorbiaceae Arbusto, Árvore X X X    

Manilkara elata Sapotaceae Árvore X   X   

Matayba elaeagnoides Sapindaceae Arbusto, Árvore  X  X  X 
Miconia theaezans Melastomataceae Arbusto, Árvore  X  X   

Mimosa bimucronata Fabaceae Arbusto, Árvore  X X X X X 
Mimosa flocculosa Fabaceae Arbusto, Árvore  X  X   

Mimosa ophthalmocentra Fabaceae Arbusto, Árvore   X    

Mimosa pigra Fabaceae Arbusto X X X X X  

Mimosa scabrella Fabaceae Árvore    X   

Mimosa tenuiflora Fabaceae Arbusto, Árvore, 
Subarbusto 

 X X    

Monteverdia ilicifolia Celastraceae Arbusto  X  X X X 
Mucuna pruriens Fabaceae Liana/volúvel/trepadeira X X X X   

Myrocarpus frondosus Fabaceae Árvore    X   

Nectandra lanceolata Lauraceae Árvore  X  X X  

Neocalyptrocalyx 
longifolium Capparaceae Arbusto   X    

Ormosia arborea Fabaceae Árvore  X  X   

Pachira glabra Malvaceae Árvore  X X X X  

Parapiptadenia rigida Fabaceae Árvore    X  X 
Peltophorum dubium Fabaceae Árvore  X X X X  

Phytolacca dioica Phytolaccaceae Árvore    X  X 
Piptadenia gonoacantha Fabaceae Árvore  X  X   

Pityrocarpa moniliformis Fabaceae Arbusto, Árvore   X    

Platypodium elegans Fabaceae Árvore X X X X   

Pleroma raddianum Melastomataceae Árvore    X   

Pleroma sellowianum Melastomataceae Árvore    X   

Podocarpus lambertii Podocarpaceae Árvore  X X X  X 
Poecilanthe parviflora Fabaceae Árvore    X   
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Prunus brasiliensis Rosaceae Arbusto, Árvore  X  X   

Psidium cattleyanum Myrtaceae Arbusto, Árvore  X X X   

Psidium guajava Myrtaceae Árvore X X X X  X 
Psidium myrtoides Myrtaceae Árvore  X X X   

Pterocarpus rohrii Fabaceae Árvore X      

Pterogyne nitens Fabaceae Árvore  X X X   

Sapindus saponaria Sapindaceae Árvore X X  X X  

Sarcomphalus joazeiro Rhamnaceae Árvore   X    

Schinopsis brasiliensis Anacardiaceae Árvore  X X    

Schinus terebinthifolia Anacardiaceae Arbusto, Árvore  X X X  X 
Schizolobium parahyba Fabaceae Árvore X   X   

Senegalia bonariensis Fabaceae Arbusto, 
Liana/volúvel/trepadeira 

   X  X 

Senna macranthera Fabaceae Arbusto, Árvore  X X X   

Senna multijuga Fabaceae Arbusto, Árvore X X X X   

Senna pendula Fabaceae Arbusto, Árvore, 
Liana/volúvel/trepadeira X X X X X X 

Senna spectabilis Fabaceae Árvore X X X X   

Sesbania punicea Fabaceae Arbusto    X X X 
Sesbania virgata Fabaceae Arbusto  X X X X X 
Solanum 
granulosoleprosum Solanaceae Árvore  X  X  X 

Solanum lycocarpum Solanaceae Arbusto, Árvore  X  X   

Solanum viarum Solanaceae Arbusto X X  X X X 
Spondias tuberosa Anacardiaceae Arbusto, Árvore  X X    

Stryphnodendron 
adstringens Fabaceae Arbusto, Árvore  X X    

Styrax leprosus Styracaceae Árvore    X  X 
Syagrus romanzoffiana Arecaceae Palmeira  X  X  X 
Tabebuia aurea Bignoniaceae Árvore X X X X X  

Terminalia glabrescens Combretaceae Arbusto, Árvore X X X X   

Terminalia mameluco Combretaceae Árvore   X X   

Vassobia breviflora Solanaceae Arbusto    X   

Vernonanthura discolor Asteraceae Árvore  X  X   

Vitex megapotamica Lamiaceae Arbusto, Árvore  X X X   

Xiquexique gounellei Cactaceae Suculenta   X    

Zanthoxylum rhoifolium Rutaceae Árvore X X X X X X 
Legenda: 1 – Amazônia; 2 – Cerrado; 3 – Caatinga; 4 – Mata Atlântica; 5 – Pantanal; 6 – Pampa. 
FONTE: Flora do Brasil 2020. Jardim Botânico do Rio de Janeiro. Disponível em: < 
http://floradobrasil.jbrj.gov.br/ >. Acesso em: 04 mai. 2022 
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APÊNDICE 3 
 
MATRIZ DE CONFUSÃO ANALISADA A PARTIR DO CLASSIFICADOR POR ÁRVORES 
DE DECISÃO 
 
Link de acesso ao conjunto de dados completo:  
https://docs.google.com/spreadsheets/d/1jQ49mCtoGmNPWqDeQ7GMUvLWgaQLJDkE/edit?usp=sh
aring&ouid=102086821180133654843&rtpof=true&sd=true 


