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Resumo

Dentro do paradigma da indústria 4.0, muitas indústrias têm convertido as suas fábricas con-
vencionais para fábricas inteligentes, ou Smart Factories, levando a que as diversas áreas dentro
destas também convirgam nesse sentido, como é o caso dos armazéns inteligentes, ou Smart Wa-
rehouses. A indústria automóvel é um bom exemplo da utilização destas novas tecnologias. O
objetivo desta dissertação é mostrar como estes novos conhecimentos podem ser integrados em
sistemas já existentes, usando como caso de estudo um sistema pick-to-light para a tarefa de kit-
ting para uma linha de montagem automóvel. Considera-se que os dispositivos pick-to-light sejam
construídos com tecnologias wireless e com fonte de alimentação própria, o que permite a fácil
troca dos módulos ao longo das estantes, possibilitando uma reorganização das suas disposições.
O sistema de localização atua comparando a posição atual do dispositivo e a posição esperada. O
sistema proposto incide sobre um método de localização indoor baseado em RSSI Fingerprint.

Para tal, é efetuada uma revisão bibliográfica baseado em temas relativos à indústria IoT, cul-
minando na análise sobre metodologias baseadas RSSI Fingerprint. Preliminarmente, verificou-se
uma necessidade examinar qual o comportamento do sinal, sobre a atenuação, e a possibilidade de
a quantificar. Posteriormente, procedeu-se à implementação de dois modelos para estimação de
posição: CNN e CNN-MLP. O primeiro modelo conta como input apenas valores RSSI, e como
outuput uma posição específica num esquemático em matriz. Nos testes de robustez 1, apresenta
um desempenho satisfatório. Já o segundo modelo CNN-MLP, de estrutura híbrida, tem em conta
as coordenadas dos dispositivos, de forma a obter uma previsão da posição cartesiana destes. Os
testes de robustez deste modelo mostra uma precisão na ordem dos 60%, indicando ocorrência de
overfitting durante o treino do modelo.

A realização deste estudo abre um novo caminho para a localização de dispositivos que estão
dispostos a uma distância na ordem dos centímetros, impedindo que os erros estejam acima de um
determinar limiar, e que implica que o sistema de localização seja bastante rigoroso e preciso, de
forma a não ser uma fonte de erros durante a tarefa de kitting. Verificou-se que este estudo ainda
necessita de algumas melhorias, tais como o uso de mais dispositivos, a utilização de técnicas que
permitiam uma melhor filtragem dos dados RSSI obtidos e a realização de testes em ambientes
experimentais controlados e semelhantes a um contexto real, tendo em conta toda a estrutura de
um dispositivo pick-to-light.

Palavras-chave: indústria 4.0, pick-to-light, RSSI Fingerprint, redes neuronais, localização
indoor.
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Abstract

Within the Industry 4.0 paradigm, many industries have converted their conventional facto-
ries to smart factories, leading the various areas within them to also converge in that direction,
such as Smart Warehouses. The automotive industry is a good example of the use of these new
technologies. The aim of this dissertation is to show how these new insights can be integrated
into existing systems, using as a case study a pick-to-light system for the task of kitting for an
automotive assembly line. The pick-to-light devices are considered to be built with wireless tech-
nologies and their own power supply, which allows the modules to be easily interchanged along
the racks, enabling a rearrangement of their arrangements. The localization system acts by com-
paring the current position of the device and the expected position. The proposed system focuses
on an indoor localization method based on RSSI Fingerprint.

To this end, a literature review based on topics related to the IoT industry is performed, cul-
minating in the analysis about RSSI Fingerprint based methodologies. Preliminarily, there was a
need to examine what the behavior of the signal is, about the attenuation, and the possibility of
quantifying it. Subsequently, two models for position estimation were implemented: CNN and
CNN-MLP.. The first model counts as input only RSSI values, and as output a specific position in
a matrix schematic. In robustness test 1, it performs satisfactorily. The second CNN-MLP model,
on the other hand, with a hybrid structure, takes into account the coordinates of the devices, in
order to obtain a prediction of their Cartesian position. The robustness tests of this model show an
accuracy in the order of 60%, indicating occurrence of overfitting during the model training.

This study opens a new way to locate devices that are placed at a distance of centimeters,
preventing errors above a certain threshold, which implies that the localization system must be
very rigorous and precise, so as not to be a source of error during the kitting task. It was found that
this study still needs some improvements, such as the use of more devices, the use of techniques
that allowed a better filtering of the RSSI data obtained, and the performance of tests in controlled
experimental environments similar to a real context, taking into account the whole structure of a
pick-to-light device.

Keywords: industry 4.0, pick-to-light, RSSI Fingerprint, neural networks, indoor localization.
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“To be yourself in a world that is constantly trying to make you something else is the greatest
accomplishment.”
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Capítulo 1

Introdução

1.1 Contexto

A 4ª revolução industrial surge da necessidade de automatizar os diferentes processos e a

troca de dados provenientes de diversas fontes. Esse novo paradigma é definido como o desen-

volvimento de cyber-physical system (CPS), que envolve a troca de dados em grande escala, a

interação entre máquinas e seres humanos, além de tecnologias como realidade virtual, Internet

of Things (IoT) e cloud computing. Como resultado dessa revolução, surge o conceito de Smart

Factory, sendo uma evolução dos sistemas de gestão mais tradicionais, dando respostas às neces-

sidades que as empresas se debatem. Inspirado neste conceito nasce a noção de Smart Warehouse.

Com este conceito, surgem novos e diversificados métodos e abordagens para diversas tarefas,

incluindo a indústria automóvel. Um exemplo dessas tarefas é a operação de kitting, que con-

siste na montagem de kits de componentes. O objetivo será desenvolver um sistema de apoio a

operações de kitting para a indústria automóvel, com foco na análise dos métodos já existentes,

principalmente no método pick-to-light, e na proposta de melhorias para tornar o processo mais

eficiente e reduzir erros, que podem ter consequências negativas durante o processo de montagem

dos veículos.

Nesse contexto, houve uma mudança significativa na operação de kitting, com a adoção de dis-

positivos pick-to-light com tecnologia wireless e fontes de alimentação próprias, como baterias.

Para otimizar o processo, é possível sugerir uma reorganização na disposição desses dispositivos.

É nesse ponto que o sistema de localização desempenha um papel fundamental. Após a reorgani-

zação realizada pelos operadores, o sistema de localização compara a posição atual de cada caixa

com a posição esperada, eliminando a necessidade de verificar manualmente cada caixa. Caso

haja alguma discrepância, o sistema alerta o operador para realizar a correção necessária.

É importante ressaltar que esse projeto faz parte do WoF - Warehouse of Future, que tem

como objetivo desenvolver sistemas inteligentes, altamente flexíveis, conectados e eficientes para

estabelecer um novo paradigma de Armazém do Futuro. Esse paradigma é baseado na sensoriza-

ção de pessoas, equipamentos e componentes, além da automatização e gestão em tempo real de

processos como estabilização, picking e movimentação de materiais/componentes.
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2 Introdução

1.2 Objetivos

Nesta secção, são descritos os objetivos gerais e específicos desta dissertação. O objetivo

principal é desenvolver um sistema de apoio às operações de kitting, mais especificamente, um

método de localização que permita verificar a posição de cada dispositivo pick-to-light após uma

reorganização da disposição desses dispositivos ao longo das prateleiras de um armazém.

Os objetivos específicos desta dissertação são os seguintes:

• Realizar uma revisão bibliográfica sobre métodos e técnicas de localização indoor basea-

dos em Received signal strength indicator (RSSI) Fingerprint, com o intuito de identificar

abordagens que possam proporcionar melhores resultados para o contexto do problema;

• Analisar o comportamento dos valores RSSI, variando a distância entre os dispositivos e

explorando diferentes configurações. Além disso, realizar uma análise radial para quanti-

ficar possíveis atenuações, a fim de obter um parâmetro que sirva de input para o modelo

implementado;

• Implementar dois modelos de localização, sendo que o segundo modelo incorporará as co-

ordenadas dos dispositivos para obter a localização final do dispositivo;

• Executar testes de robustez considerando pequenas variações nas condições durante a coleta

de dados;

• Realizar uma análise dos resultados dos experimentos e tirar conclusões sobre a eficácia dos

métodos estudados, identificando suas vantagens, limitações e possíveis áreas de melhoria.

Posteriormente, o objetivo é testar e validar o sistema num ambiente industrial real ou em um

protótipo que simule a operação de kitting.

1.3 Contribuições

As contribuições esperadas desta dissertação incluem:

• Uma análise da atenuação dos valores RSSI em diferentes configurações, relacionando com

a distância e orientação;

• O desenvolvimento e a implementação de algoritmos de processamento de sinais para me-

lhorar a precisão e a confiabilidade da localização indoor baseada em RSSI. Esses algorit-

mos levarão em consideração as características de um ambiente industrial e a proximidade

dos dispositivos, e serão exploradas técnicas para evitar o overfitting;

• A avaliação experimental dos métodos propostos, fornecendo insights práticos sobre o seu

desempenho e viabilidade.
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1.4 Estrutura da Dissertação

Além da introdução, este documento de dissertação é composto com mais quatro capítulos.

No capítulo 2 são apresentados os diferentes conceitos dentro do paradigma IoT e tecnolo-

gias que foram consideradas inicialmente para integrar o sistema em desenvolvimento. Durante

a discussão, são explorados tópicos como a localização e outras abordagens relacionadas, tendo

em conta as características do sistema e seus componentes. Além disso, é realizada uma revi-

são abrangente de diferentes sistemas baseados no método RSSI Fingerprint, com o objetivo de

identificar possíveis soluções e analisar como podem ser adaptadas para o problema em questão.

O capitulo 3 aborda o planeamento e desenvolvimento do sistema, incluindo a caracterização

de diferentes elementos e métodos/técnicas utilizados para alcançar os resultados esperados. Esse

capítulo também explica a configuração dos dispositivos, uma vez que o framework utilizado

requer uma programação de baixo nível.

No capítulo 4, são apresentados os principais resultados obtidos. Inicialmente, é feita uma aná-

lise do comportamento dos dados RSSI, considerando também a análise radial. Em seguida, são

discutidos os desempenhos dos modelos implementados e apresentados os resultados dos testes de

robustez que são mencionados no capítulo anterior.

Por fim, no capítulo 5, são apresentadas as conclusões referentes a esta investigação, quais os

conhecimentos obtidos mais relevantes, e se o trabalho desenvolvido foi ao encontro do previsto

inicialmente. Também são delineadas as possíveis direções futuras para a continuidade deste tra-

balho, explorando caminhos que poderiam ser seguidos para obter resultados mais confiáveis e

precisos.
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Capítulo 2

Revisão Bibliográfica

Neste capítulo serão clarificados conceitos apresentados anteriormente, partindo dos conceitos

mais abrangentes tais como Smart Factory, Smart Warehouse, kitting e picking, permitindo uma

melhor compressão do conteúdo discutido nos capítulos seguintes. Em relação à operação de

kitting, irão ser mencionados alguns métodos já existentes, como é o caso do método pick-to-light,

e de que forma este poderá ser melhorado, à luz da indústria 4.0. Dadas as características do

sistema serão apresentadas tecnologias wireless mais utilizados no paradigma da Indústria 4.0,

e ainda quais os tipos de protocolos de comunicação e da camada de aplicação. Também será

abordado o tema da localização, com enfâse nos métodos RSSI Fingerprint, destacando as técnicas

utilizadas e quais as vantagens no sistema obtido. Por fim, será abordada a manutenção preventiva,

tendo como base o estado das baterias, visando um sistema mais avançado e robusto, analisando

diferentes métodos e/ou fórmulas para calcular o pretendido.

2.1 Conceito de Smart Factory e Smart Warehouse

O paradigma das Smart Factories surge com a 4ª revolução industrial, consubstanciando ecos-

sistemas de produção flexíveis assentes na convergência das Tecnologias de Informação e Comu-

nicação (TIC) e das tecnologias operacionais, viabilizando, através de um digital twin, a total e

contínua digitalização e controlo dos processos e fluxos operacionais e produtivos, evoluindo para

um conceito de cadeia de valor integrada e conectada.

O conceito de Smart Warehouse surge como sequência do conceito anterior. Pode ser definido

como o produto da automação, integração e digitalização dos fluxos de informação provenientes

das operações logísticas e intra-logísticas, compreendendo quatro componentes essenciais: dispo-

sitivos CPS, inventários, robôs e humanos. Atualmente, este conceito tem-se mostrado uma mais

valia para diversas indústrias, uma vez que surge da necessidade de estar a par da complexidade

do mercado, no qual as informações reais, flexibilidade e precisão são indispensáveis, sendo es-

senciais para o adequado funcionamento de uma indústria. Na tecnologia de Smart Warehouse, os

principais sub-domínios identificados são os seguintes: receção de encomendas, armazenamento

e gestão de armazéns, picking e envio das encomendas. Entre estes, este documento vai incidir

5
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sobre as ordens de picking, que se insere nas tarefas de kitting, conceito explicado numa subsecção

seguinte.

2.2 Kitting

Kitting é um princípio de fornecimento de materiais durante processos de montagem de um

dado produto. Na indústria automóvel consiste na elaboração de kits que irão acompanhar os

veículos a serem produzidos na linha de montagem. Tendo em conta esta indústria, pode ser

realçado a grande variabilidade de peças e de modelos que poderão ser construídos, bem como

a diversidade de kits necessários. Posteriormente é fundamental reunir todas estas informações e

processá-las para encontrar a melhor solução que resultará numa maior eficiência.

O mais tradicional sistema de picking para a operação de kitting é o método pick-by-paper, no

qual o operador tem acesso a uma lista (em papel) com os componentes a recolher e deve proceder

à procura destes, ir completando o kit e proceder à validação. À priori pode-se concluir que este

método pode originar várias consequências na linha de produção, tal como a falsa validação de

um determinado componente ou na quantidade de peças, mas principalmente no tempo necessário

para esta tarefa, que consiste na leitura, procura e validação de um dado componente. Dadas

estas preocupações foram surgindo outros métodos, tais como, pick-to-light, pick-by-voice e pick-

by-HUD (Head-Up Display). Atualmente já existem novos métodos que utilizam técnicas de

realidade aumentada, mas que não serão alvo de análise neste projeto.

Além do tipo de técnica utilizado, é também importante ter em conta conhecer o impacto ge-

rado no operador, por isso, em [1] foi conduzido um estudo com o objetivo de avaliar o impacto dos

sistemas pick-to-light no reconhecimento da situação (situation awareness) durante as atividades

de picking. O conceito situation awareness é utilizado para descrever "a percepção dos elementos

no ambiente em um determinado espaço e tempo, a compreensão do seu significado e a projeção

do seu estado no futuro próximo"[2]. No estudo foram comparados os métodos pick-to-light e

pick-by-paper, e foram analisados três parâmetros: o batimento cardíaco do operador, a pontuação

de Consciência da Situação e a pontuação National Aeronautics and Space Administration Task

Load Index (NASA TLX). Os principais resultados obtidos foram os seguintes:

1. Para o método pick-to-light os indivíduos apresentaram uma tensão objetiva significativa-

mente maior quando comparado com o outro método. Tal surge devido ao facto de haver

mais estímulos visuais e a necessidade de confirmação após a recolha de cada componente,

o que irá intensificar a situação de teste.

2. Contudo, a análise da tensão subjetiva mostra o contrário, ou seja, o método pick-to-light

apresenta um resultado melhor, dando a entender que este método torna os operados mais

confiantes no seu trabalho, com uma melhor performance.

Com estes dois resultados pode-se reter que o método pick-to-light pode dar uma falsa inse-

gurança, ou seja, origina no operador a ideia de que está a desenvolver corretamente a sua tarefa,
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quando na verdade esta gera alguma tensão, o que pode influenciar a eficiência do operador, cau-

sando erros na zona de kitting, que irão estender-se ao longo da linha de montagem. Destaca-se a

situação de teste mencionada acima, dado que o sistema que irá ser desenvolvido permite reduzir

o número de confirmações que o operador precisa de realizar, minimizando a tensão gerada neste.

Pelo estudo [1], também rematam que este método absorve mais recursos cognitivos e visuais.

2.3 Sensores

Os sensores são um dos pilares da indústria 4.0, pois permitem adquirir e analisar dados permi-

tindo a automação das linhas de produção, suportadas por decisões cada mais eficazes e eficientes

[3]. Apesar da sua importância, um sensor (apenas) deteta como entrada um estímulo que poderá

ter diferentes origens, e produz uma medida como forma de um sinal digital. Dentro dos senso-

res apresentados, o estudo irá focar-se nos sensores de proximidade, que serão úteis para detetar

quando é que o operador vai recolher os componentes necessários para o kit.

Este processo será alvo de algumas escolhas dado que a ordem de picking poderá ser a recolha

de uma quantidade de peças (mais que uma peça) de um determinado módulo, e assim será ne-

cessário saber se o operador vai retirar uma peça de cada vez ou todas ao mesmo tempo, pois isto

terá consequências no sistema. Também tem de ser considerado que as peças podem ser diversi-

ficadas, variando no tamanho, o que obriga a módulos com tamanhos variados, condicionando a

forma como os sensores serão colocados. O uso destes dispositivos visa principalmente reduzir o

número de confirmações que o operador tem de fazer algo longo da tarefa de picking, reduzindo

a tensão que pode ser originada neste, aumenta a eficiência da tarefa, a qual é essencial para o

correto funcionamento da linha de produção na indústria automóvel.

2.4 Comunicação

A comunicação é uma peça fundamental neste sistema a ser desenvolvido. A comunicação

entre os servidores e os módulos de P2L pode ser de dois tipos: usando tecnologias com cabo

(wired) e sem cabo (wireless). Contudo, dadas as características do sistema, entre diferentes tipos

de ordens de picking os módulos do sistema a desenvolver podem alterar a sua posição, como

resultado de um algoritmo de otimização que está a ser desenvolvido no contexto do projeto WoF.

Portanto, a melhor solução é escolher tecnologias wireless.

2.4.1 Protocolos Wireless

Como consequência, esta secção tem como objetivo apresentar os protocolos wireless mais

utilizados no paradigma da Indústria 4.0. De forma a visualizar as principais características é

apresentada a tabela 2.1. Nesta tabela destacam-se algumas caraterísticas mencionadas numa ta-

bela apresentada em [4].
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Uma das principais características é a banda de frequências, referindo-se à capacidade de

transmissão, estando diretamente relacionada com a velocidade (medida em bps). Por outro lado,

uma frequência mais elevada traduz-se num alcance menor, e tal pode ser observado na tabela 2.1,

quando comparado valores de alcance nas gamas de GHz e MHz. Outro aspeto a ter conta é o

alcance (considerando apenas alcances indoor dado ser num contexto industrial), pois as linhas

onde se situam este tipo de sistema em estudo podem ter alguma extensão. As outras duas caracte-

rísticas apresentas, tamanho do pacote e a escalabilidade da tipologia, têm um papel importante na

escolha do tipo de tecnologia wireless tendo em conta o número de módulos que irão comunicar

com os servidores e qual o protocolo utilizado para transmitir as mensagens entre estes.

Cada tecnologia wireless apresenta as tipologias que suporta. De seguida salienta-se aspetos

relevantes das tecnologias apresentadas, que terão um peso no momento da escolha da tecnologia.

• Peer-to-peer (P2P), ad-hoc - Caracteriza-se por ser uma tipologia na qual todos os compo-

nentes da rede conseguem comunicar entre si, sem recorrer a cablagem, routers ou servido-

res entre si. Recorre a um tipo de comunicação peer-to-peer.

• Star - Tipologia na qual em que todos os pontos estão conectados a um ponto comum, hub

ou switch. Caso este ponto comum falhe, toda a rede fica inoperável, isto significa ponto de

falha único.

• Mesh - Neste tipo de tecnologia todos os componentes estão interligados (full mesh), ou

parcialmente, permitindo várias opções para comunicar entre os diferentes componentes.

Por outro lado, é uma tipologia que poderá ser de um custo elevado devido ao número de

cablagem e network cards.

• Tree - Esta tipologia possui um fluxo de dados de forma hierárquica, o que permite anexar

vários dispositivos a um único hub central diminuindo a distância que o sinal tem de per-

correr. Apesar desta vantagem, a falha deste componente central gere a falha do sistema, e

ainda apresenta um custo elevado.

2.5 Protocolos de Aplicação IoT

A secção seguinte apresenta protocolos de aplicação comummente utilizados no paradigma

Internet of Things (IoT).

2.5.1 Message Queuing Telemetry Transport (MQTT)

O protocolo MQTT é um protocolo leve proposto pela International Business Machines (IMB)

para a Internet. Este protocolo baseia-se num modelo de publisher e subscriber, permitindo dife-

rentes formas de comunicação, que corre sobre Transmission Control Protocol/Internet Protocol

(TCP/IP), ou outros protocolos de rede que permitam conexões direcionadas, sem perdas e bi-

direcionais [5]. A figura 2.1 representa este protocolo, mostrando que além dos intervenientes
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publisher e subscriber existe um terceiro interveniente, o MQTT Broker. Este tem como principal

função verificar as autorização entre os outros intervenientes, indicando a direção dos dados. Por

exemplo, pela figura 2.1, apesar de estarem a ser publicados dados do tipo A e B, apenas um dos

subscriber recebe os dados do tipo B, e tal deve-se à função do MQTT Broker.

Figura 2.1: Protocolo MQTT [6]

No artigo [7] são ainda apresentados os campos que devem ter os intervenientes do tipo pu-

blisher e subscriber, que poderão ser revisitados e consultados de forma a sustentar a implemen-

tação deste protocolo.

2.5.2 Extensible Messaging and Presence Protocol (XMPP)

O seguinte protocolo, o XMPP, foi projetado para chats e aplicativos de troca de mensagens,

baseado na linguagem Extensible Markup Language (XML). Este protocolo suporta o mesmo

modelo que o MQTT, e ainda, o modelo do tipo pedido/resposta. A figura 2.2 permite demonstrar

uma arquitetura XMPP com algum grau de complexidade .

2.5.3 Advanced Message Queuing Protocol (AMQP)

O protocolo AMQP é um protocolo de open standard, e pela figura 2.3 verifica-se que apre-

senta uma arquitetura idêntica ao protoclo MQTT, destacando-se dois componentes: Exchange e

Message queuing. Estes dois componentes permitem que as mensagens fiquem guardados num

buffer, e depois enviadas aos seus destinatários. Este protocolo ainda define dois tipos de mensa-

gens [9]:

• Bare messages: mensagens que são fornecidas pelo remetente;

• Annotated messages: mensagens que são vistas no destinatário.
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Figura 2.2: Protocolo XMPP [8]

Figura 2.3: Protocolo AMQP [10]

2.5.4 RESTful API over HTTP

O RESTful descreve serviços web que está em conformidade com a transferência de estado

representacional (REST), sendo um tipo de arquitetura de software. O protocolo RESTful API

representa uma interface de programação de aplicações do tipo REST. As principais características

deste protocolo são [7]:

• Arquitetura Cliente-Servidor: as solicitações são feitas via protocolo Hypertext Transfer

Protocol (HTTP) 2.4;

• Comunicação stateless: a comunicação entre cliente e servidor deve conter toda a informa-

ção necessária para que esta seja efetuada, não dependendo de informações já armazenadas

em outras sessões;

• Cache: este protocolo deve ser desenvolvido de forma a conseguir armazenar dados em

cache. Posteriormente, a solicitação pode ser ou não armazenada, contudo, no caso de
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ser armazenada, pode tornar-se uma vantagem para pedidos do mesmo tipo, diminuindo o

tráfego de dados;

• Recursos: ferramentas que os serviços disponibilizam aos clientes.

Figura 2.4: Protocolo RESTful Application Programming Interface (API) [11]

2.5.5 Constrained Application Protocol (CoAP)

O protocolo CoAP é semelhante ao protocolo HTTP, mas com menor sobrecarga, destinada

para redes com restrições (por exemplo, redes de baixa potência e perdas), e tem como base na

camada de transporte o protocolo User Datagram Protocol (UDP). Este é baseado na arquitetura

REST, apresentada na subsecção anterior. Pela figura 2.5, verifica-se que este protocolo foi proje-

tado para traduzir facilmente para HTTP, para uma integração simplificada com a Web (através da

proxy).

A figura 2.6 mostra duas sub-camadas que este protocolo possui [7]:

• Mensagens: gere a camada abaixo, UDP, e garante mecanismos de deteção de duplicação

de mensagens e de recurperação;

• Pedido/Resposta: gere a comunicação REST.

Em relação à sub-camada das mensagens, estas podem ser do seguinte tipo:

• Confirmable;

• Non-Confirmable;

• Acknowledgement;

• Reset.



2.6 Localização 13

Figura 2.5: Protocolo CoAP [12]

Application Layer

Request/Response Layer

Message Layer

Transport UDP

Coap

Figura 2.6: CoAP Stack

2.6 Localização

Tal como referido na secção anterior, os módulos do sistema P2L podem alterar a sua posição.

Para isto, irá ser necessário um mecanismo que permita calcular a posição de cada módulo, de

forma a verificar eficientemente se, no início de cada tarefa de picking, cada um deles está na

posição correta. As técnicas de localização podem ser divididas em três grandes grupos, com

base: no tempo (Time of Arrival - TOA, Time Difference of Arrival - TDOA, Round-Trip time -

RTT), na direção (Angle of Arrival - AOA) e no sinal (RSSI) De forma a explorar este tema, são

apresentadas de seguida as tecnologias de localização indoor seguindo a referência [13].

2.6.1 Time of arrival (TOA)

O TOA é um método que permite estimar a distância com base no tempo de propagação do

sinal, sendo este o intervalo de tempo. As equações 2.1 e 2.2 caracterizam o cálculo da distância
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d através dos momentos de envio e chegada do sinal, t0 e t1, e da velocidade da luz, c.

T = t0 − t1 (2.1)

d = T · c (2.2)

A relação geométrica entre o transmissor e os recetores é através de interseções de círculos

cujos raios são a distância entre cada recetor e transmissor. Esta relação pode ser vista na figura

2.7. Nessa mesma figura é apresenta a situação em que são utilizados três beacons dado que

permite eliminar ambiguidades que surgem com a utilização de apenas dois beacons.

Figura 2.7: Multilateração usando medições TDOA e TOA com hipérboles e círculos, respetiva-
mente, como possíveis locais emissores [14]

Este método apresenta uma alta precisão, sensível ao fenómeno de multipath1 e com um custo

mediano quando comparado com as outras alternativas. Dentro das desvantagens deste método,

destaca-se a necessidade de sincronização de tempo entre os diferentes dispositivos, e requer linha

de visão. Esta última característica mencionada poderá ser um ponto que desfavoreça a escolha

deste método, pois poderá haver constrangimentos devido ao ambiente industrial e os seus consti-

tuintes.

1Fenómeno que ocorre quando um sinal transmitido é recebido pelo recetor por caminhos diferentes, verificando-se
um efeito de caminho cruzado, derivado das características e objetos que constituem o meio.
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2.6.2 Time difference of arrival (TDOA)

O TDOA é semelhante ao método TOA, contudo este não necessita da sincronização temporal

entre o transmissor e os recetores, apenas a sincronização entre os recetores. A distância é esti-

mada com base na diferença nos tempos de chegada do sinal aos recetores. Este método apresenta

as mesmas características de precisão, custo e sensibilidade ao fenómeno de multipath e de atenu-

ação. A equação 2.3 representa o cálculo efetuado para calcular a distância com base no intervalo

de tempo. A equação 2.4 é outra expressão que permite calcular a distância tendo como base as

posições do transmissor e dos recetores. Com esta duas expressões pode ser criado um sistema

que se pretenda resolver em ordem a x e y.

∆d = c ·∆t (2.3)

∆d =
√

(x1 − x)2 − (y1 − y)2 −
√

(x2 − x)2 − (y2 − y)2 (2.4)

onde (x,y) definem a posição do transmissor, e (xi,yi) a posição dos recetores, sendo que i =

1, 2.

A equação 2.4 pode ser transformada numa hipérbole, e após calcular um número suficiente

de hipérboles pode ser determinada a posição do transmissor. A figura 2.7 permite visualizar a

relação geométrica entre os envolventes.

2.6.3 Round-Trip-Time (RTT)

O valor de RTT é obtido tendo em conta o envio de um pacote de dados desde o transmissor até

ao recetor e a resposta (2.5). Não pode ser considerado o tempo total desde o envio do pacote até

receber este dado que existe um atraso preveniente do processamento. De forma a obter apenas o

tempo que demora o pacote de dados a chegar de um lado ao outro deve ser seguida a equação 2.6,

a qual tem em conta o tempo atraso de processamento do sinal. Dado que o RTT e o Time of flight

(TOF) são medidos em unidades de tempo, de forma a obter a distância é necessário multiplicar

esse tempo pela velocidade da luz (2.7), tal como nos métodos anteriores. A figura 2.8 permite

uma melhor visualização do intervalo de tempo de processamento.

RT Ti = (ti2 − ti1)+(ti4 − ti3) (2.5)

onde ti1 define o instante de tempo no qual é enviado o pacote de dados a partir do transmissor,

ti2 o instante de tempo no qual é recebido o pacote de dados no recetor, ti3 o instante de tempo no

qual é enviado o pacote de dados a partir do recetor, e ti4 o instante de tempo no qual é recebido o

pacote de dados no transmissor

TOFi =
RT Ti

2
−∆ ti (2.6)

onde ∆ ti define o tempo de atraso de processamento.
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di = TOFi · c (2.7)

Figura 2.8: Medição do valor RTT [15]

Ao contrário do método TOA, este método não necessita de sincronização entre o transmissor

e o recetor, o que se torna uma vantagem. Por outro lado, o número de cálculos torna este método

um pouco mais lento para situações em que os dispositivos movem-se com alguma rapidez, o que

pode ser uma desvantagem em relação a outros métodos, mas o que poderá não ser relevante dado

que os componentes que irão comunicar estarão fixos no momento da comunicação e da operação.

É de realçar que o método RTT que é sensível em situações com obstáculos, impedindo uma linha

direta entre os intervenientes da comunicação, gerando multipath, o que poderá resultar em erros

de medição.

2.6.4 Angle of arrival (AOA)

O método AOA utiliza técnicas de triangulação, isto é, são utilizadas antenas e medidos os

ângulos entre estas e o dispositivo final, estando as antenas devidamente alinhadas. O caso apre-

sentado na figura 2.9 é em 2D, apenas com duas antenas, mas para uma melhor precisão são

necessárias mais antenas, o que resulta num custo acrescido. Tal como o método RTT, também

sofre o fenómeno de mutipath. Para o caso da figura 2.9, as expressões que caracterizam esta

situação são:

y =
y2 · tan(θ2)− x2

tan(θ2)− tan(θ1)
(2.8)

x = y · tan(θ1) (2.9)

onde θ1 e θ2 correspondem ao ângulo entre cada antena e dispositivo, e (x2,y2) define a posição

da antena de índice 2.
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De salientar que as equações 2.8 e 2.9 foram simplificadas dado que uma das antenas situa-se

na origem do referencial. Para cada situação deverão ser obtidas as expressões que a descrevem,

tendo em conta se é uma análise em 2D ou 3D.

Figura 2.9: Configuração em 2D da medição da localização utilizando a metodologia AOA [16]

2.6.5 RSSI

Existem duas abordagens que têm como base as medidas RSSI: fingerprinting-based e RSS-

propagation model. A primeira abordagem é constituída por duas fases. A primeira fase, offline

consiste na recolha e armazenamento dos dados do local. Estes dados contêm os pontos de co-

ordenadas de onde são obtidos, e os valores RSS. Na fase seguinte, online, são comparados os

valores obtidos durante a fase offline e os valores atuais. O aumento de Access Points melhora a

precisão dos resultados, contudo implica uma maior carga temporal para realizar os cálculos ne-

cessários, e a um custo acrescido. A abordagem RSS-propagation model mede a potência do sinal

entre o recetor e os diversos transmissores, e através de técnicas de modelagem são calculadas as

distâncias. Uma das desvantagens deste método é a sua precisão, com um erro que pode variar

entre 2 a 4 metros, o que para este tipo de aplicação são valores demasiado elevados. Uma forma

de mitigar as flutuações nas leituras, deve ser considerado um fator de perda de caminho, o qual é

apresentado na expressão seguinte:

di = d0 ·10(
RSSi0 −RSSi

ηi
) (2.10)

onde di define a distância entre o dispositivo-alvo e a antena, d0 a distância calibrada estimada,

à distância zero, RSSi0 o valor RRSI para a distância d0, RSSi o valor RSSI medido, e ηi o expoente

de perda de caminho calculado/calibrado para os sinais das antenas.

Este método destaca-se a nível dos restantes apresentadas do que não necessita de hardware

adicional, com maior problema de atenuação2, e com um custo reduzido.

2Perda da intensidade do sinal, medida em dB.
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2.7 Análise de Métodos baseados em RSSI Fingerprint

Nos últimos anos, a localização de dispositivos sem fio com base na impressão digital do indi-

cador de intensidade do sinal recebido (RSSI Fingerprint) ganhou atenção significativa devido às

suas possíveis aplicações em vários campos, incluindo posicionamento interior, rastreamento de

ativos e serviços baseados em localização. O méotodo RSSI Fingerprint aproveita as característi-

cas de sinal exclusivas adquiridas pelos pontos de acesso sem fio (APs) para estimar a localização

de um dispositivo de destino. Entre as diferentes abordagens empregadas para a impressão digital

de RSSI, os métodos de redes neuronais surgiram como técnicas poderosas capazes de lidar com

relacionamentos não lineares complexos entre medições de RSSI e locais correspondentes.

Nesta secção, são aprofundados métodos aplicados especificamente ao método RSSI Finger-

print para localização. O objetivo é explorar a literatura existente e esclarecer as diferentes arqui-

teturas e técnicas, incluindo redes neuronais que foram empregadas para enfrentar os desafios da

localização baseada em RSSI. É importante observar que, embora exista uma ampla variedade de

modelos e algoritmos, o foco desta secção está naqueles especificamente projetados ou adaptados

para RSSI Fingerprint.

Tabela 2.2: Visão Geral de Abordagens em Tecnologia RSSI Fingerprint

Referência Comunicação
Wireless

Métodos / Técnicas Data Set

[17] WiFi
DNN
SAE (Stacked AutoEncoders)

Dados RSSI;
Coordenadas

[18] LoRa Path Loss -

[19] WiFi

CNN;
Kurtosis;
Radio Image Cons-
truction

Dados RSSI

[20] BLE

DNN;
Channel Fusion
Module;
AoA

RSSI Data

[21] LoRaWAN RNN
Dados RSSI;
Dados SNR

[22] Bluetooth
PSO-BPNN RSSI;
Real-Time Correction Algorithm;
Kalman Filter

Dados RSSI

[23] BLE

GRNN;
Kalman Filer;
Unscented Kalman
Filter

Dados RSSI

[24] IEEE 802.15.4
Árvore de Decisão;
Interpolação;
Cramer’s rule

Dados RSSI;
Coordenadas

[25] ESP-NOW - Dados RSSI
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A tabela 2.2 apresenta as principais características das diferentes abordagens relatadas em

cada referência, e também os pontos de destaque e que fazem de suporte para o trabalho que foi

desenvolvido. Por mais que os resultados sejam o ponto fulcral de uma determinada análise/in-

vestigação, aqui o que se considera mais importante é as técnicas e métodos utilizados, dado que

os contextos são diferentes entre si, e também diferente daquele que será o sistema desenvolvido

e apresentado neste documento de dissertação

Na referência [17], é proposto um método de localização indoor baseado em Redes Neuronais

Profundas (DNNs) para WiFi fingerprint. O método utiliza dados de intensidade de sinal rece-

bido (RSSI) e componentes de fase dos sinais WiFi, para estimar a posição de dispositivos em

ambientes indoor. O treino da DNN é realizado de forma conjunta, utilizando uma aprendizagem

supervisionada e não supervisionada, e uma função de perda especial é definida. Experimentos

mostram que o método proposto melhora a precisão da localização em comparação com aborda-

gens existentes.

Para obter localização mais precisa, foi necessário coletar informações de diversos Pontos de

Acesso (APs), com o propósito de extrair características válidas de grandes volumes de dados e

encontrar a correspondência ideal. O pré-processamento dos dados RSSI é feito utilizando bi-

bliotecas como scikit-learn e numpy para normalização e formatação dos dados. Além disso, a

codificação e descodificação baseada em Stacked AutoEncoders (SAE) é utilizada para reduzir a

dimensionalidade dos dados WiFi-RSSI. Aqui destaca-se a forma de pré-processamento pela ra-

zão apresentada anteriormente, e porque permite otimizar os recursos computacionais. São ainda

utilizadas as coordenadas dos dispositivos, estando dispostos com intervalos de 1 m. Os resulta-

dos alcançados mostram que o método proposto alcança uma precisão média de 2,7 metros com

recurso a dados obtidos internamente.

Outro tipos de análises incide sobre outros tipos de comunicação wireless, e que tipo de com-

portamento decorre em situações de Line of Sight (LOS) e Non-Line of Sight (NLOS), de forma a

mapear a relação entre RSSI e distância. Um exemplo desta análise foi explorado em [18], onde foi

escolhido Long Range (LoRA) como protocolo de comunicação. Foi considerado um ambiente in-

door, mas também um contexto ambiental para melhorar ainda mais a precisão do posicionamento,

realizando-se experimentos extensivos para examinar o desempenho do LoRa em diferentes spre-

ading factors. Analisaram o expoente de perda de percurso e o desvio padrão do shadowing em

cada ambiente. Este método permitiu fornecer uma medida quantitativa de estimativa da probabili-

dade de obter uma gama de RSSI no recetor, realçando que as próprias características do protocolo

de comunicação poderão influenciar os dados obtidos.

Um passo fundamental quando são utilizados dados RSSI provenientes de dispositivos é a

forma como os dados são tratados, o pré-processamento. A referência [19] apresenta uma forma

diferente de tratar estes dados antes de os colocar como inputs de uma rede neuronal. É consi-

derada a técnica de kurtosis, com vista a analisar a forma de distribuição dos dados, sendo uma

medida estatística que descreve o pico (peakedness) e a cauda (tail) de uma distribuição de dados

em relação à distribuição normal. Além das características que é possível obter, é gerada nova

informação, e o método proposto utiliza a técnica radio image construction, permitindo agregar
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os dois tipos de dados apenas numa única representação, sendo depois este o input da CNN apre-

sentada. Esta rede neuronal é composta por diferentes camadas, convolucionais e de pooling. São

obtidos resultados com precisão acima de 80%, e além disso uma diminuição da complexidade

computacional necessária para os métodos tradicionais.

Até agora foram referidas técnicas/métodos cuja entrada do sistema são os dados RSSI (as e

coordenadas) e à saída a previsão de uma localização. A referência [20] conjuga com o método

AoA, dado que o protocolo de comunicação BLE oferece a capacidade de estimar o ângulo de

chegada por meio da alternância adequada entre elementos de antena subsequentes e a medição

dos valores de fase em quadratura (IQ) dos pacotes CTE recebidos. Para calcular o AoA são

utilizados módulos de fusão de canais channel fusion modules, cuja função é processar e unificar

os dados recebidos de múltiplos canais para melhorar a precisão e confiabilidade das estimativas

de ângulo de chegada (AoA) ou outras informações de localização. E mais uma vez, dentro das

arquiteturas apresentadas, destaca-se a rede CNN com melhor precisão e robustez.

De forma a melhorar interpretação dos dados RSSI, a referência [21] sugere a utilização dos

dados relação sinal-ruído (SNR). Estes novos dados permitem identificar a presença de ruído e

de interferências no ambiente de comunicação, melhorando a confiabilidade da comunicação. Foi

também analisado o comportamento com a variação do spreading factor, e obtido um resultado

satisfatório dado o contexto em causa.

Alguns dos processos acima mencionados são divididos em duas fases, online e offline, isto é,

respetivamente, uma primeira abordagem ao problema analisando os dados recolhidos e atribuição

dos hiperparâmetros do modelo utilizado, e posteriormente uma fase em que são recolhidos dados

em tempo real de forma a corrigir algumas atenuações ou de forma a adaptar o modelo já obtido

para os novos dados recolhidos. Em [22] é observado mais um exemplo desta divisão. No estudo

realizado a fase offline é vista de maneira a eliminar o erro causado pela flutuação da potência

de transmissão Bluetooth e obter um modelo de distância RSSI mais exato. Após a correção dos

dados RSSI, na qual são conjugados os resultados de ambas as fases, é de novo utilizado o método

de Kalman Filter (KF) para resolver o problema de outros ruídos. A rede neuronal implementada

é do tipo Particle Swarm Optimization - Backpropagation Neural Network (PSO-BPNN), sendo

um modelo híbrido que combina algoritmos de Particle Swarm Optimization e Backpropagation,

sendo a primeiro mencionado utilizado de forma a otimizar os pesos e os termos bias da rede

durante o processo de treino.

Uma alternativa sugerida, em [23], para lidar com a não linearidade desses sistemas é a utiliza-

ção de filtros de Kalman e Unscented Kalman Filter (UKF). Os resultados experimentais obtidos

no estudo mostraram uma maior precisão no rastreamento dos alvos móveis, mesmo em ambien-

tes indoor dinâmicos, sujeitos a condições de não linearidade, como a propagação em múltiplos

caminhos e a presença de obstáculos. A utilização do filtro de Kalman em conjunto com a General

regression neural network (GRNN) permitiu alcançar uma precisão de rastreamento na escala de

centímetros, independentemente da complexidade do ambiente indoor considerado. Esta análise

considerando filtros de Kalman poderá também ser observada em [26].
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Das análises escritas até agora, maioria utilizou redes neuronais para prever uma dada loca-

lização, contudo, em [24], é abordado o uso de árvores de decisão, com vista a escolher os três

melhores (de quatro) nós para participar na determinação da posição do dispositivo de destino,

através da regra de Cramer. Esta regra é simples de usar quando o número de incógnitas é igual

ao número de equações, considerando as distâncias calculadas baseadas nos valores RSSI e nas

posições previamente conhecidas dos dispositivos. De um ponto de vista de análise, a escolha dos

três nós poderia ser considerado os dados SNR (se disponíveis) de modo a fazer uma escolha com

mais informação e de forma mais robusta, tal como é apresentado em [21].

Na tabela 2.2, é também citada a referência [25] pelo protocolo de comunicação utilizado, o

ESP-NOW 3. Este protocolo de comunicação desenvolvido pela Espressif Systems é uma solução

de comunicação de baixa potência e baixa latência projetada exclusivamente para alguns dispositi-

vos ESP, sendo relativamente recente (lançado em 2016) quando comparado com WiFi, Bluetooth,

Bluetooth Low Energy (BLE).

De forma geral, os vários estudos apresentam diferentes soluções, quer a nível de processa-

mento dos dados e quais os dados que poderão ser obtidos além dos valores RSSI, os diferentes

modelos que podem ser implementados, com vista a criar padrões de comportamento. Por outro

lado também verificou-se que os setups experimentais consistiram em colocar dispositivos espaça-

dos, por vezes, com distâncias na ordem dos metros, obtendo assim erros na ordem dos metros ou

nas décimas de metro, quando são utilizadas as coordenadas, o que poderá não ser muito favorável

no contexto do problema descrito neste documento, onde está a ser considerada a localização de

dispositivos colocados numa prateleira para a tarefa de kitting.

Comparação do Comportamento de RSSI em Diferentes Protocolos de Comunicação

Na tabela 2.2 é também mencionado qual o protocolo de comunicação utilizado em cada sis-

tema desenvolvido uma vez que a escolha deste é a primeira influência daquele que será os resul-

tados e comportamentos dos valores RSSI.

Uma análise comparativa do desempenho dos protocolos ESP-NOW, WiFi e Bluetooth com

base em cinco parâmetros, foi realizada em [27]. Este documento compara cada protocolo do

ponto de vista da transmissão ponto-a-ponto utilizando indicadores-chave de desempenho como o

alcance máximo, a velocidade de transmissão, a latência, o consumo latência, consumo de energia

e resistência a obstruções, utilizando antenas internas e externas. A tabela 2.10 apresenta o resumo

da análise elaborada.

Cada característica analisada influencia a escolha do protocolo de comunicação a utilizar e

ajuda a entender os dados observados. O alcance máximo é a distância máxima na qual um dispo-

sitivo pode receber um sinal adequado, sendo que, quanto maior o alcance máximo, maior será a

área de cobertura do sinal. Isso significa que o valor de RSSI será mais forte em distâncias mais

curtas e provavelmente diminuirá à medida que o dispositivo se afasta da fonte do sinal. Ao ana-

lisar os valores de RSSI, é importante levar em consideração o alcance máximo para determinar

3Informação disponível em: https://www.espressif.com/en/solutions/low-power-solutions/
esp-now

https://www.espressif.com/en/solutions/low-power-solutions/esp-now
https://www.espressif.com/en/solutions/low-power-solutions/esp-now
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Figura 2.10: Desempenho global de cada protocolo [27]

se o dispositivo está dentro ou fora da área de cobertura adequada. Em relação à resistência do

sinal, esta refere-se à capacidade do sinal de atravessar obstáculos físicos, como paredes, móveis

ou interferências de outros dispositivos. Esta característica mostra-se crucial quando se fala de

um contexto industrial, dado a presença de diversos materiais e a grande quantidade de dados

que poderão estarão a ser transmitidos por outros dispositivos. Quando se considera um dispo-

sitivo que será posicionado em uma prateleira de um armazém, é desejável que ele tenha uma

autonomia prolongada, a fim de minimizar a frequência de substituição de baterias. Isso está dire-

tamente relacionado à quantidade de energia necessária para transmitir sinais sem fio. Além disso,

a quantidade de energia necessária para transmitir sinais sem fio também influencia a autonomia

da bateria. Dispositivos que consomem menos energia durante a transmissão de sinais terão uma

vida útil de bateria mais prolongada. Portanto, ao escolher ou desenvolver um dispositivo para uso

num ambiente de armazém, é importante considerar a eficiência energética e otimizar a transmis-

são de sinais para minimizar o consumo de energia. Relativo à velocidade de transmissão, esta

refere-se à taxa na qual os dados são enviados de um dispositivo para outro, e uma alta velocidade

de transmissão geralmente resulta em valores de RSSI mais altos, indicando um sinal mais forte.

Por último, é importante mencionar a latência, que apesar de não afetar diretamente o valor de

RSSI, pode influenciar a qualidade da conexão e a estabilidade do sinal.

Face ao contexto do problema, não considerando o alcance máximo, o protocolo WiFi apre-

senta o melhor desempenho, sendo que os restantes dois apresentam um resultado idêntico.

2.8 Manutenção Preventiva

Com o desenvolvimento dos sistemas IoT, o conceito de manutenção torna-se cada vez mais

relevante para um melhor funcionamento destes. A manutenção pode ser dividida nos seguintes
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dois grupos: corretiva e preventiva [28]. A manutenção corretiva é um tipo de manutenção que é

efetuada quando um dado componente ou conjunto de componentes impede o normal funciona-

mento de um sistema, quer por falha ou desgaste. O objetivo é identificar onde ocorre essa falha ou

desgaste e reparar ou substituir por um novo componente ou conjunto de componentes, de forma

a reestabelecer a produção o mais rápido possível.

Por outro lado, a manutenção preventiva, como o próprio nome indica, tem um cariz de preven-

ção, isto é, tem a capacidade de prever ou estimar quando um dado componente vai falhar, e assim

ser possível repor a situação antes que ocorra a falha e seja necessário interromper a operação

em curso. Este tipo de manutenção é possível devido à existência de novas informações, as quais

são geradas pelos próprios componentes, resultado deste novo paradigma IoT. Com o recurso des-

tes dados são realizados cálculos que permitem prever quando é que um determinado componente

pode falhar, e após esta previsão, podem ser agendadas manutenções semanais, mensais ou anuais,

dependendo do tipo de resultado obtido.

2.8.1 Estado das Baterias

Um caso de manutenção preventiva é as baterias, sendo um componente fundamental no mó-

dulo do sistema P2L. É escolhida a bateria em vez de alimentação diretamente da rede fabril de

forma a facilitar o manuseamento dos módulos quando for necessária a troca de posições entre

diferentes ordens de picking. O uso de baterias permite também um cenário mais clean.

De modo que a tarefa de picking decorra sem contratempos é necessário garantir que cada

módulo está operacionais, o que implica garantir que o estado da bateria deve ser suficiente para

alimentá-lo.

Numa primeira abordagem, pode ser incluído no hardware uma forma de calcular a tensão na

bateria e enviar juntamente com os restantes dados para o servidor, que poderá verificar se a tensão

se encontra dentro dos limites pré-definidos. Caso não se verifique pode apresentar um aviso para

o operador, e assim proceder à substituição da bateria.

Uma segunda abordagem pode ser através do cálculo da potência consumida e consequente-

mente do tempo de vida de uma bateria. O método apresentado em [29] sugere que o consumo de

potência pode ser divido em três estados: Single Up-link (CSU), Deep sleep state (CDS) e Single

Picking Order (CSPO). A fórmula geral é apresentada na seguinte equação:

Ctotal =CSU · tdSU +CDS · tdDS +CSPO · tdSPO (2.11)

onde tdi corresponde ao tempo de cada estado mencionado.

De salientar que a equação 2.11 resulta num valor cuja unidade é Ah/d (Ampere-hora por dia).

Considerando a capacidade energética, medida em Ah da bateria usada, de cada bateria é possível

estimar o número de dias que correspondem ao tempo de vida da bateria. Este tipo de abordagem

implica uma gestão de qual o tipo de baterias que é utilizado, tendo em conta se é o mesmo para

todos os módulos, ou se diferenciam. Também é essencial guardar as estimativas calculadas no
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próprio servidor de forma a poder gerar um aviso aquando a chegada ou proximidade do fim do

tempo de vida útil.



Capítulo 3

Planeamento e desenvolvimento do
sistema

Neste capitulo é descrito o planeamento e o desenvolvimento ao longo do trabalho realizado.

É também apresentada a implementação, quer a nível de software quer a nível de hardware, e

posteriormente a validação e comparação dos resultados obtidos. O acesso aos dados recolhidos,

software desenvolvido para configuração dos dispositivos e a implementação de modelos, podem

ser obtidos por meio da referência [30], onde estão disponibilizadas as informações e recursos

relacionados.

3.1 Descrição dos Componentes

Um dos principais aspetos a ter em conta é o material e os tipos de protocolos utilizados.

Sendo assim, segue-se a caracterização de cada elemento de maior importância:

• ESP32-C6 1. Este microcontrolador foi escolhido por ter um rádio Wi-Fi 6 (802.11ax)

integrado de 2.4 GHz, permitindo ainda a compatibilidade com versões anteriores. Além

disso, é de baixo custo e oferece um nível desejado de segurança. Um destes dispositivos

foi utilizado como gateway do sistema, e os restantes foram incorporados nos módulos pick-

to-light.

• WiFi 6. Este é o protoloco de comunicação implementado entre a gateway e os módulos

pick-to-light. Por análise do estado de arte, apesar do elevado consumo de energia, verificou-

se como o que garante um elevado valor de RSSI e com menor decaimento à medida que a

distância aumenta. O microcontrolador pode ser configurado como access point ou station.

• RSSI based localization. Este é a primeira abordagem para a localização dos dispositivos

pick-to-light, dado que não necessita de hardware adicional, fazendo uso dos características

1Datasheet disponível em: https://www.espressif.com/sites/default/files/documentation/
esp32-c6_datasheet_en.pdf
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dos componentes utilizados. Este método poderá ser acoplado ao método AOA, garantindo,

à partida, melhores resultados, mas necessita de hardware extra como antenas.

(a) Vista superior do microcontrolador [31] (b) Simbologia para os esquemáticos

Figura 3.1: Microcontrolador ESP32-C6-DevKitC-1

3.2 Procedimento de recolha de dados

Nesta secção será descrito o procedimento de recolha de dados, o qual incluiu a análise feita

previamente, de modo a observar qual o comportamento do sinal, e ainda a construção do dataset

que servirá para a estimação da localização de cada dispositivo pick-to-light.

Para melhor interpretação do conceito que está a ser apresentado neste documento é necessário

ter em mente que para as tarefas de picking das diversas caixas (com materiais e que possuem o

sistema pick-to-light apresentam uma dada distribuição ao longo das prateleiras). Além do mais,

tendo em conta o âmbito do projeto WoF, está a ser desenvolvido um algoritmo de otimização de

forma a reorganizar a disposição das caixas tendo em conta, principalmente, a minimização da

distância percorrida pelos dos operadores. Ou seja, o método de localização que é apresentado

neste documento servirá para comparar a posição atual de cada dispositivo e a posição desejada

obtido pelo algoritmo de otimização.

3.2.1 Configuração dos dispositivos

O primeiro passo a realizar foi o contacto com o microntroloador ESP32C6 DevKitC-1. O seu

lançamento foi anunciado em Abril de 2021, mas apenas comercializado em janeiro de 2023. Com
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isto, os recursos de apoio disponíveis eram limitados (à data da elaboração deste documento), o

que se traduziu num maior intervalo de tempo de aprendizagem na programação destes disposi-

tivos. Também é de destacar a ausência de frameworks como o Arduino IDE ou o PlatformIO,

sendo utilizado o ESP-IDF Framework 2, disponibilizado pela Espressif Systems, envolvendo a

escrita de código C de baixo nível que interage diretamente com o hardware. Um exemplo desta

programação de baixo nível é a construção do dataframe que é usado para a troca de dados entre

os dispositivos dentro de uma rede Wi-Fi.

Nesta fase, procedeu-se à configuração de um dispositivo como access point, fornecendo a sua

própria rede local wireless, e os restantes como station, os quais conectam-se a uma rede Wi-Fi

(rede esta que é disponibilizada pelo dispositivo configurado como access point). De seguida são

apresentados os principais excertos de código, para uma melhor compreensão do processo até à

obtenção de dados.

O código 3.1 apenas serve para listar algumas das variáveis macro que são utilizadas nos

excertos de código abaixo.

Listing 3.1: Definição das variáveis macro

# d e f i n e EXAMPLE_ESP_WIFI_SSID " ESP32C6_AP "
# d e f i n e EXAMPLE_ESP_WIFI_PASS " MyPassword "
# d e f i n e EXAMPLE_ESP_WIFI_CHANNEL 1
# d e f i n e EXAMPLE_MAX_STA_CONN 5
# d e f i n e WIFI_CHANNEL_MAX 13

Posteriormente, um dos dispositivos foi configurado como AP, o que permite fornecer uma

pequena LAN, e à qual os restantes dispositivos, configurados como STA, ligam-se. Esta rede é

caracterizada essencialmente pelo seu SSID, palavra-passe e o canal (o que permite que diferentes

redes Wi-Fi consigam operar na mesma área), como assinalado na listagem abaixo (3.2). Os

restantes parâmetros relacionam-se com o tipo de autenticação e segurança, e o número máximo

de dispositivos que se podem conectar à respetiva rede.

Como já referido anteriormente, os restantes dispositivos foram configurados como station.

De modo a que os valores RSSI obtidos sejam em relação à rede disponibilizada pelo dispositivo

anterior, os parâmetros SSID e palavra-passe devem ser iguais aos que definidos do lado do access

point. O código 3.3 também apresenta um terceiro parâmetro que corresponde à autenticação e

segurança. Tal como referido na secção 3.2.1 foi necessário a construção de todo o dataframe,

sendo realizada no lado do dispositivo station. O payload destes pacotes corresponde aos valores

RSSI obtidos.

Em relação ao dataframe, a sua composição (adequada ao problema em questão) pode ser

visualizada de forma geral na figura 3.2. No excerto de código 3.4 não são incluídos os últimos

4 bytes, que correspondem ao Frame check sequence (FCS), utilizado para a deteção de erros no

2Documentação de referência API para ESP32-C6 Wi-Fi disponível em: https://docs.espressif.com/
projects/esp-idf/en/latest/esp32c6/api-reference/network/esp_wifi.html.

 https://docs.espressif.com/projects/esp-idf/en/latest/esp32c6/api-reference/network/esp_wifi.html
 https://docs.espressif.com/projects/esp-idf/en/latest/esp32c6/api-reference/network/esp_wifi.html
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Listing 3.2: Configuração do dispositivo como AP

w i f i _ c o n f i g _ t w i f i _ c o n f i g = {
. ap = {

. s s i d = EXAMPLE_ESP_WIFI_SSID ,

. s s i d _ l e n = s t r l e n ( EXAMPLE_ESP_WIFI_SSID ) ,

. c h a n n e l = EXAMPLE_ESP_WIFI_CHANNEL ,

. password = EXAMPLE_ESP_WIFI_PASS ,

. max_connec t ion = EXAMPLE_MAX_STA_CONN,

. authmode = WIFI_AUTH_WPA_WPA2_PSK ,
} ,

} ;

ESP_ERROR_CHECK( e s p _ w i f i _ s e t _ m o d e (WIFI_MODE_AP ) ) ;

Listing 3.3: Configuração do dispositivo como STA

w i f i _ c o n f i g _ t w i f i _ c o n f i g = {
. s t a = {

. s s i d = EXAMPLE_ESP_WIFI_SSID ,

. password = EXAMPLE_ESP_WIFI_PASS ,

. t h r e s h o l d . authmode = WIFI_AUTH_WPA_WPA2_PSK ,
} ,

} ;

ESP_ERROR_CHECK( e s p _ w i f i _ s e t _ m o d e (WIFI_MODE_STA ) ) ;
ESP_ERROR_CHECK( e s p _ w i f i _ s e t _ c o n f i g ( WIFI_IF_STA , &w i f i _ c o n f i g ) ) ;
ESP_ERROR_CHECK( e s p _ w i f i _ s t a r t ( ) ) ;

pacote, dado que a função esp_wifi_80211_tx() adiciona esse campo automaticamente. De

seguida são enumeradas algumas das variáveis apresentadas:

• dest_addr - corresponde ao endereço MAC do AP;

• src_addr - corresponde ao endereço MAC do STA;

• bssid - corresponde ao endereço do AP da rede, que coincide (neste caso) com a variável

dest_addr;

• bias - é um termo que é adicionado a cada valor RSSI. Isto deve-se porque os valores RSSI

(maior parte deles) são valores negativos, e como apenas é possível o envio de números não

negativos, é adicionado um termo bias para evitar que isto ocorra. Assim, do lado do recetor,

este saberá em que posição está o termo bias e poderá fazer o reverso de modo a obter os

valores corretos.

Após o dataframe ser recebido no access point, é extraída toda a informação, desde o endereço

MAC do transmissor, o payload e ainda o termo bias para obter os valores corretos tal como
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Figura 3.2: Dataframe 802.11 adaptado com base na referência [32]

Listing 3.4: Construção do dataframe 802.11

/ / 24 b y t e s : MAC header , 2 b y t e s : Tag message and Bias term
u i n t 8 _ t f rame [24+2+ s i z e o f ( p a y l o a d ) ] ;
memset ( frame , 0 , s i z e o f ( f rame ) ) ;
f rame [ 0 ] = 0x08 ; / / Frame c o n t r o l
f rame [ 1 ] = 0x01 ; / / Frame c o n t r o l ( c o n t . )
f rame [ 2 ] = 0x00 ; / / D u r a t i o n / ID
f rame [ 3 ] = 0x00 ; / / D u r a t i o n / ID ( c o n t . )
memcpy ( f rame +4 , d e s t _ a d d r , 6 ) ; / / d e s t i n a t i o n a d d r e s s
memcpy ( f rame +10 , s r c _ a d d r , 6 ) ; / / s o u r c e a d d r e s s
memcpy ( f rame +16 , b s s i d , 6 ) ;
f rame [ 2 2 ] = 0x00 ; / / Sequence Number
f rame [ 2 3 ] = 0x01 ; / / Sequence Number c o n t .
f rame [ 2 4 ] = 0xAB ; / / Tag message
f rame [ 2 5 ] = b i a s ;
memcpy ( f rame +26 , pay load , s i z e o f ( p a y l o a d ) ) ; / / Message pay load

e s p _ e r r _ t e r r =
e s p _ w i f i _ 8 0 2 1 1 _ t x ( WIFI_IF_STA , frame , s i z e o f ( f rame ) , t r u e ) ;

explicado anteriormente. Numa primeira abordagem, o processamento de dados foi elaborada

numa folha de cálculo Excel. Os resultados obtidos são analisados no capítulo seguinte.

De seguida, procedeu-se à recolha e análise dos valores obtidos, recorrendo ao editor Microsoft

Excel para o cálculo dos valores medianos utilizando o método do quartil, dado que permite a

eliminação de outliers para o cálculo do valor médio.

3.2.2 Registo e análise dos valores RSSI

A configuração de dispositivos, a qual permite trocar mensagens entre os dispositivos, auxiliou

a realização do registo e análise dos valores RRSI. No decorrer desta análise procedeu-se a um

conjunto de medições com o propósito de verificar se os valores são influenciados e de que forma,

averiguando a presença de outliers, falsas medições, interferência de outras redes. Os primeiros

dois tipos de medições foram realizadas com vista a obter uma noção inicial do comportamento.
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Os tipos de medições seguintes surgem com o principal objetivo de tentar justificar o que foi

observado anteriormente.

De seguida são enumerados os tipos de medições efetuados, onde a numeração alfabética será

utilizada no capítulo 4, referenciando os respetivos esquemáticos, tendo em conta a simbologia

apresentada na figura 3.1b.

Nos diferentes esquemáticos apresentados a seguir, cada retângulo verde representa um dispo-

sitivo configurado como STA, e a vermelho um dispositivo AP. Na eventualidade de um retângulo

ter o seu perímetro com um tracejado, significa que é outra opção de disposição para o dispositivo,

a qual é analisada individualmente.

Tipo de Medição A)

No tipo de medição A) foram utilizados dois dispositivos, um configurado como AP e outro

como STA. Os dispositivos foram colocados de forma alinhada, variando a distância em relação

ao AP, sendo as distâncias 20 cm, 40 cm, 60 cm, 80 cm e 100 cm. A figura 3.3 representa o esque-

mático deste tipo de medições. Neste caso, cada distância é analisada separadamente, ou seja, são

efetuadas medições para uma distância de 20 cm, depois para 40 cm e assim sucessivamente.

Figura 3.3: Esquemático do tipo de medições A)

Tipo de Medição B)

No segundo tipo de medição foram utilizados cinco dispositivos, um definido como AP e

os restantes como STA. A figura 3.4 representa o esquemático. Contudo, foram consideradas

duas formas de ordenação dos dispositivos a fim de analisar se existe coerência entre os dados

recolhidos, daí duas tabelas de resultados para este tipo de medição. As duas ordenações3 são as

seguintes:

• ordenação crescente: STA 1, STA 2, AP, STA 3, STA 4;

• ordenação decrescente: STA 4, STA 3, AP, STA 2, STA 1.

Cada dispositivo está espaçado de 20 cm do dispositivo adjacente. De realçar que, por exem-

plo, o dispositivo na posição STA1 encontra-se à mesma distância do AP em ambas as ordenações,

3Cada dispositivo STA foi identificado para determinar a origem de cada resultado, sendo que cada identificação é
única.
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Figura 3.4: Esquemático do tipo de medições B)

mas numa ”orientação” diferente. E o mesmo aplica-se aos restantes. O objetivo será analisar se

existem diferenças significativas.

Tipo de Medição C)

No tipo de medição C) foram utilizados os mesmos dispositivos do tipo de medição ante-

rior, mas com um esquemático diferente, onde os dispositivos configurados como STA estão em

pontos fixos (e conhecidos), e a posição do AP vai variando entre cinco posições (também estas

conhecidas). A figura 3.5 representa o esquemático deste tipo de medições.

Figura 3.5: Esquemático do tipo de medições C)

Face aos resultados deste tipo de medição, que serão posteriormente apresentados, houve a

necessidade de realizar mais dois conjuntos de medições: um para analisar apenas o comporta-

mento dos dispositivos 3 e 4 (medição C.1)), esquematizado na figura 3.6a; e o outro substituindo
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os dispositivos 3 e 4 pelos dispositivos 2 e 1 (medição C.2)), respetivamente, representado na fi-

gura 3.6b. O propósito é verificar se a diferença nos dados é causada pelas características dos

dispositivos, ou se depende da sua orientação em relação ao AP.

(a)

(b)

Figura 3.6: Esquemático do tipo de medições C.1) (a) e do tipo de medições C.2) (b)
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Tipo de Medição D)

No último tipo de medição foram utilizados apenas dois dispositivos, tal como no tipo de

medição A), mas mantendo fixa (em cada situação) a distância entre o AP e o STA, e variando

a orientação entre ambos. Ou seja, o dispositivo STA irá percorrer as várias posições ao longo

de um circunferência, espaçadas de 30º, cujo o centro é (aproximadamente) o centro da antena

do dispositivo AP. Este tipo de medição tem como principal objetivo investigar a relação entre os

valores obtidos nos tipos de medições anteriores, verificando se a orientação entre as antenas dos

dispositivos origina resultados distintos.

Figura 3.7: Esquemático do tipo de medições D)

3.3 Estimação de posição

Após o registo e análise dos valores de RSSI, o próximo passo incidiu na recolha em grande

escala de dados com a finalidade de introduzi-los numa rede neuronal, de forma a fazer a corres-

pondência desses valores adquiridos a uma dada posição.

Para a realização desta tarefa teve-se em conta o esquemático da figura 3.5, dado ser mais

próximo da configuração ideal para uma tarefa de kitting. Logo, o expectável desta primeira etapa

é obter quatro resultados, que correspondem aos valores (medianos) medidos de cada dispositivo
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considerado como station em relação ao dispositivo que será localizado (definido como access

point.

Algo transversal a todas as arquiteturas é o pré-processamento. Para os valores RSSI foi

feita uma padronização dos dados recorrendo à transformação Z-Score, descrita na equação 3.1.

Em relação as coordenadas cartesianas dos dispositivos STA, uma vez que os valores ao longo

de cada coluna são constantes, uma transformação Z-Score não acrescentava informação, e uma

normalização (equação 3.2) colocaria todos os valores a zero, logo não foi realizado nenhum pré-

processamento nestes dados. Foi ainda implementada a técnica de early stopping durante a fase

de treino.

z =
x−µ

σ
(3.1)

xnorm =
xi − xmin

xmax − xmin
(3.2)

Nas subsecções seguintes são apresentados com mais detalhe as características de cada rede

neuronal utilizada e como é composto o dataset de cada uma.

A tabela 3.1 apresenta de forma geral os hiperparâmetros dos modelos implementados. De des-

tacar o otimizador escolhido, o algoritmo Adam, uma vez que este ajusta a taxa de aprendizagem

de forma adaptativa para cada parâmetro com base nas estimativas do primeiro momento (média)

e do segundo momento (variância) dos gradientes. Os parâmetros de batch size e min_delta foram

selecionados com o objetivo de obter um equilíbrio entre eficiência computacional e desempenho

do modelo.

Tabela 3.1: Comparação de hiperparâmetros entre os modelos CNN e CNN-MLP

CNN CNN-MLP
Função de Ativação SoftMax Linear

Optimizador Adam Adam
Função de Perda (Loss) Sparse categorical crossentropy Mean squared error

Batch Size 32 16
Min_Delta, Early Stopping 0.1 1.2

Tamanho Dataset 4 ·1320 = 5280 12 ·1320 = 15840

3.3.1 Modelo CNN

Em primeira instância, foi implementado um modelo tendo em conta apenas os dados RSSI

obtidos. Dado que em cada instante de tempo obteve-se quatro valores, correspondendo ao va-

lor medido por cada dispositivo STA, o dataset construído é multidimensional (Nx4, sendo N o

número de instantes de tempo), daí o modelo implementado ser uma CNN, com vista à extração

de características (padrões) relevantes para uma classificação multi-classe. A figura 3.8 traduz a

arquitetura utilizada.
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Figura 3.8: Arquitetura do Modelo CNN para estimação da posição

Em relação a este modelo, este possui quatro inputs e um outupt, estando descritos na tabela

3.2. A função de ativação na última camada é do tipo softmax dado que se trata de um problema

de classificação multiclasse, e uma vez que estas classes são mutuamente exclusivas, a função de

loss selecionada foi Sparse categorical crossentropy.

Tabela 3.2: Inputs e Outputs do modelo CNN

Inputs Outputs
RSSI 1 Localização AP
RSSI 2
RSSI 3
RSSI 4

3.3.2 Modelo CNN-MLP híbrido

Relativo ao segundo modelo, além dos dados RSSI, foi também considerado como input as

posições dos dispositivos STA, uma vez que estes encontram-se em posições fixas (e conhecidas).

O objetivo é prever as coordenadas cartesianas e a respetiva localização do dispositivo a ser lo-

calizado. Assim sendo, foi utilizada uma arquitetura diferente, o modelo CNN-MLP híbrido. A

utilização de um modelo híbrido deve-se à natureza distinta dos dados utilizados. Isto é, os dados

RSSI são processados na sub rede CNN, pelo mesmo motivo apresentado na arquitetura anterior,

e as coordenadas cartesianas processadas pela sub-rede MLP, de forma a processar e combinar as

informações de localização para fazer previsões mais precisas e diretas. A figura 3.9 representa

a arquitetura utilizada. O resultado desta rede neuronal é uma previsão das coordenadas cartesi-

anas do dispositivo a ser localizada, daí a função de ativação ser uma função linear, e a função

de loss ser Mean squared error (MSE). Posteriormente é efetuada uma correspondência máxima

e de similaridade com as posições possíveis (e esperadas) que o dispositivo pode ocupar, resul-

tando numa determinada posição. A vantagem de utilizar as coordenadas cartesianas como input

permite obter mais informação, isto é, estimar as coordenadas do dispositivo a localizar. Num

trabalho futuro, estas estimações poderiam permitir verificar qual a menor distância que poderiam

ser colocados os P2L de forma a garantir uma localização precisa.
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Figura 3.9: Arquitetura do Modelo CNN-MLP para estimação da posição

Em relação ao modelo CNN-MLP, este utiliza como inputs as coordenadas cartesianas dos

dispositivos STA, o que permite obter como output uma previsão das coordenadas cartesianas do

dispositivo STA (tabela 3.3).

Tabela 3.3: Inputs e Outputs do modelo CNN-MLP e Módulo de Correspondência Máxima e
Similaridade

Inputs Outputs
RSSI 1 Abscissa (eixo x) AP
RSSI 2 Ordenada (eixo y) AP
RSSI 3 Localização AP
RSSI 4

X Disp 1
Y Disp 1
X Disp 2
Y Disp 2
X Disp 3
Y Disp 3
X Disp 4
Y Disp 4

3.4 Teste de Robustez

Para cada modelo foram encontrados os parâmetros que permitem o melhor resultado, ou

aquele que se aproxima de um resultado ideal, com uma precisão de 100%, e foram ainda regis-

tados os valores de perda (loss) alcançados tanto no conjunto de treinamento quanto no conjunto

de validação, e ainda a precisão atingida com o conjunto de teste. Posteriormente, foi testada a
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robustez dos modelos, ou seja, foram obtidos novos conjuntos de dados, podendo alguns destes ser

obtidos em condições ligeiramente diferentes durante a construção do dataset inicial. No primeiro

conjunto de dados, as posições foram dispositivos STA foram ligeiramente alteradas, com um

desvio de ± 5 cm no eixo abcissa; no segundo conjunto de dados, foram mantidas as alterações

efetuadas no teste de robustez anterior, e foram ainda colocados outros dispositivos, nomeada-

mente um telemóvel e uns auscultadores comunicando entre si através de Bluetooth, entre os já

considerados anteriormente, de forma a analisar o comportamento dos modelos com a presença de

outros dispositivos, atuando também como possíveis obstáculos. A tabela 3.4 apresenta também o

tamanho do dataset utilizado em cada teste de robustez.

Tabela 3.4: Características dos testes de robustez

Teste de
Robustez

Modelo Tamanho do
Dataset

Presença de dis-
positivos extra

1
CNN 4 ·220 = 880

Não
CNN-MLP 12 ·220 = 2640

2
CNN 4 ·200 = 800

Sim
CNN-MLP 12 ·200 = 2400

Durante a análise destes novos conjuntos houve a necessidade de ajuste dos hiperparâmetros,

de forma a melhorar a capacidade de generalização dos modelos. Nesta situação em especifico,

é interpretado como ajuste de hiperparâmetros a alteração do ńumero de neurónios em camadas

densas, a adição de regularização, a alteração da taxa de dropout. Durante estas iterações o objetivo

foi manter a estrutura inicial da rede, fazendo uso apenas de diferentes técnicas para reduzir o

overfitting.

Para cada ajuste realizado, foram registados os novos valores das métricas utilizadas, como

perda e precisão. Essas métricas forneceram insights sobre o desempenho dos modelos ajustados

e ajudaram a avaliar a eficácia das alterações realizadas. No capítulo 4 serão apresentadas as dife-

rentes iterações de ajuste de parâmetros e que alterações foram feitas nos modelos implementados.
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Capítulo 4

Resultados

Este capítulo tem como principal propósito apresentar os resultados e as observações relevan-

tes das etapas descritas anteriormente. Seguem-se várias secções de forma a facilitar a distinção e

compreensão dos resultados obtidos.

4.1 Análise dos dados RSSI

Após o registo de diversos valores RSSI dos diferentes esquemáticos apresentados no capítulo

anterior, foi elaborada uma análise, sendo apresentado os principais resultados de seguida.

4.1.1 Tipo de Medições A) e B)

Nesta subsecção serão apresentados os resultados dos dois primeiros tipos de medição, os

quais foram realizados para obter uma noção inicial do comportamento da intensidade do sinal.

De forma a facilitar as notações utilizadas para cada situação, segue a seguinte lista:

• A.1): Medição A) em ambiente residencial;

• A.2): Medição A) em ambiente residencial com obstáculos;

• A.3): Medição A) em ambiente laboratorial;

• B.1): Medição B) em ambiente residencial com a ordenação crescente;

• B.2): Medição B) em ambiente residencial com obstáculos e a ordenação crescente;

• B.3): Medição B) em ambiente laboratorial com a ordenação crescente;

• B.4): Medição B) em ambiente residencial com a ordenação decrescente;

• B.5): Medição B) em ambiente residencial com obstáculos e a ordenação decrescente;

• B.6): Medição B) em ambiente laboratorial com a ordenação decrescente.
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A tabela 4.1 apresenta os valores medianos obtidos para o tipo de medição A). A situação

A.1) apresenta um resultado esperado, ou seja, uma diminuição do valor da intensidade do sinal

à medida que a distância aumenta, uma vez que a presença de obstáculos e/ou objetos ao redor é

muito reduzida. Na situação A.2) há um comportamento idêntico à anterior, com ligeiras varia-

ções. Já a situação A.3) não apresenta a mesma linearidade de valores. Estes resultados podem

ser justificados com a ocorrência do fenómeno de multipath. De salientar que os resultados obti-

dos podem ainda apresentar ligeiras alterações se forem usados diferentes dispositivos, devido a

características intrínsecas, como, por exemplo, as antenas e o hardware. De forma a analisar esta

possibilidade foi efetuado o conjunto de medições B).

Tabela 4.1: Mediana dos valores RSSI para o conjunto de medições A)

Distância [cm] A.1) [dB] A.2) [dB] A.3) [dB]
20 -12 -11 -13
40 -16 -18 -18
60 -20 -20 -16
80 -21 -22 -25
100 -26 -24 -18

Em relação ao tipo de medição B), os valores obtidos encontram-se nas tabelas 4.2 e 4.3, sendo

que a coluna descrita como ”Distância” refere-se à distância entre o dispositivo STA e o AP.

Tabela 4.2: Mediana dos valores RSSI para o conjunto de medições B), com a ordenação crescente

Dispositivo Distância [cm] B.1) [dB] B.2) [dB] B.3) [dB]
STA 1 40 -30 -25 -26
STA 2 20 -28 -28 -32
STA 3 20 -20 -20 -26
STA 4 40 -32 -29 -20

Tabela 4.3: Mediana dos valores RSSI para o conjunto de medições B), com a ordenação decres-
cente

Dispositivo Distância [cm] B.4) [dB] B.5) [dB] B.6) [dB]
STA 1 40 -30 -29 -20
STA 2 20 -21 -21 -19
STA 3 20 -27 -29 -24
STA 4 40 -32 -26 -28

De novo, é verificada alguma linearidade entre a distância e o valor RSSI, mas levantando

uma nova questão. Por exemplo, o dispositivo STA 2 e 3 encontram-se à mesma distância do

AP, mas com orientação diferente, e ocorre uma diferença significativa no valor RSSI obtido (e o

mesmo acontece com o STA 1 e 4, mas com menor diferença). O expectável seria o mesmo valor

(ou valores com pouca diferença significativa) para dispositivos que se encontrassem à mesma

distância do AP, independentemente da sua orientação. E novamente, a presença de obstáculos
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influencia os dados obtidos. O padrão verificado nos dispositivos mencionados é repetido também

na ordenação decrescente.

Comparando alguns dados obtidos no tipo de medição A) e B), verifica-se que para a mesma

distância entre dispositivos, os valores RSSI obtidos apresentam diferenças, por vezes significa-

tivas. Esta ocorrência vai ser também verificada no tipo de medição seguinte, e que poderá ser

justificada pela orientação (poderá ser vista através dos respetivos esquemáticos nas figuras 3.3 e

3.4), ou a ocorrência de interferência pela presença de mais dispositivos, ou outros fenómenos.

De forma a verificar se este acontecimento é recorrente, procedeu-se a uma outra análise utili-

zando um esquemático em matriz, e depois a uma análise radial, semelhante ao padrão de radiação

de uma antena.

4.1.2 Tipo de medições C)

Como já referido, neste tipo de medições é utilizado um esquemático em matriz, aproximando-

se daquele que é formato em que os P2L estão dispostos durante a tarefa de kitting. Neste tipo

de medição, foram também efetuadas medições numa câmara anecoica 1, com vista a verificar se

existem diferenças significativas tendo em conta as características da câmara.

Tabela 4.4: Mediana dos valores RSSI para o tipo de medições C)

Dispositivo Posição A [dB] Posição B [dB] Posição C [dB] Posição D [dB] Posição E [dB]
STA 1 -21 -15 -26 -32 -19
STA 2 -24 -29 -24 -11 -28
STA 3 -39 * -36 * -22 -8 -29
STA 4 -23 -5 -23 -46 * -19

Tabela 4.5: Mediana dos valores RSSI para o tipo de medições C), na câmara anecóica

Dispositivo Posição A [dB] Posição B [dB] Posição C [dB] Posição D [dB] Posição E [dB]
STA 1 -19 -17,5 -21 -25 -25
STA 2 -22 -25 -21 -13 -21
STA 3 -27 -26 -24 -19 -26
STA 4 -18 -14 -20 -22 -19

Analisando individualmente a tabela 4.4, alguns dados estão destacados com um *, pois cor-

respondem a dados com variações acentuadas daquele que seria o valor esperado, dado que o

esquemático utilizado tem rigor nas distâncias estabelecidas. Logo, seria expectável que determi-

nados valores fossem idênticos, como, por exemplo, na segunda coluna da tabela 4.4, o STA 3

deveria ter um valor próximo do STA 4, dado estarem à mesma distância.

Analisando os dados obtidos na câmara anecoica, na tabela 4.5, o comportamento geral pa-

rece ter algumas correspondências, ou seja, similaridade de valores para dispositivos à mesma

1Sala ou espaço especialmente projetado para minimizar a reflexão das ondas sonoras ou eletromagnéticas, ofere-
cendo um ambiente acusticamente isolado ou livre de interferências externas.
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distância, porém, os dispositivos mais próximos do AP deveriam apresentar valores RSSI supe-

riores comparado com os outros dispositivos. A título de exemplo tem-se a posição A, em que

os dispositivos STA 1 e STA 2 deveriam apresentar valores superiores; e na posição E, em que

os dispositivos STA 3 e 4 deveriam apresentar os valores superiores em relação aos outros dois

dispositivos.

No que se refere aos dados obtidos nas tabelas 4.6 e 4.7, existe semelhança (não total) entre

ambos, indicando que as diferenças relatadas anteriormente não dependem inteiramente das ca-

racterísticas intrínsecas dos dispositivos. E comparando com a tabela 4.4, são também destacados

com um * valores dispares. É importante destacar e reiterar que os dados foram obtidos em mo-

mentos diferentes, o que evidencia a sensibilidade dessas medidas e a dificuldade de convertê-las

num modelo matemático.
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4.1.3 Tipo de Medições D)

Para o último tipo de medições foram recolhidos diversos valores em instantes de tempo de

diferentes. Verificou-se uma certa dificuldade em encontrar alguma linearidade dos dados obtidos,

não permitindo fazer uma análise destas com uma confiança de 100%. Para cada situação, são

apresentadas 3 séries de dados recolhidos, e a respetiva mediana desses dados. Alem disso, em

duas situações foram também recolhidos dados numa câmara anecoica, e esses mesmos dados são

apresentados em forma de mediana. Como vai ser mencionado posteriormente, não se recolheu

dados nas outras duas situações por não se verificar uma diferença substancial. Daí a ordem

apresentada, segundo o raio, será: 20 cm, 40 cm, seguido por 30 cm e 60 cm. Depois desta

análise, recorrendo a tabelas, são apresentados os mesmos dados em gráficos radiais de modo a

facilitar a sua interpretação e ter uma noção visual de como é o comportamento dos valores RSSI

em diferentes orientações angulares ao redor do ponto central.

Análise radial com raio de 20 cm

Em relação aos valores obtidos com um raio de 20 cm, pela tabela 4.8, e tendo em conta os

resultados obtidos no tipo de medição B), observa-se alguma disparidade de dados, entre 0º e

60º, entre 150º e 240º, e 330º, tendo um menor decaimento do valor RSSI perto da orientação do

polo norte e sul (figura 4.1). Utilizando essa figura para melhor verificar qual o comportamento

radial, para os dados da Série 4 (dados da câmara anecoica) verifica-se uma simetria de rotação,

dado que possui o mesmo comportamento após 180º. Comparando com a mediana das três séries,

observa-se um similaridade nas orientações perto dos polos. Comparando os dados da série 4 e a

mediana calculada das outras três séries é notável alguma semelhança de comportamento exceto

nas orientações 0º, 30º, 180º e 210º.

Tabela 4.8: Mediana dos valores RSSI para o tipo de medições D), considerando um raio de 20
cm

Diferença
angular 0º 30º 60º 90º 120º 150º 180º 210º 240º 270º 300º 330º

Série 1 [dB] -22 -25 -27 -16 -11 -15 -20 -14 -11 -14 -8 -18,5
Série 2 [dB] -22 -22 -18 -6 -6 -12 -21 -13 -15 -9 -7 -21
Série 3 [dB] -24 -20 -15 -6 -6 -20 -22 -16 -19 -8 -8 -22
Série 4 [dB] -30 -7 -19 -10 -9 -19 -29 -6 -18 -10 -6 -24
Mediana s/
Série 4 [dB] -22 -22 -18 -6 -6 -15 -21 -14 -15 -9 -8 -21

Análise radial com raio de 40 cm

Por outro lado, relativo aos valores da tabela 4.9, dados obtidos com um raio de 40 cm, tam-

bém é apresentada alguma disparidade entre os ângulos 150º a 210º (figura 4.2), e novamente um
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Figura 4.1: Gráfico de radar - Série 1 a 4, considerando um raio de 20 cm

menor decaimento do valor RSSI perto da orientação do polo norte e sul. De forma geral, deve-

riam ser feitas mais medições de forma a retirar uma conclusão mais fidedigna, contudo, todas as

medições estão dependentes das condições onde são realizadas, havendo uma grande probabili-

dade da ocorrência do fenómeno de multipath e de interferências. Comparando com os dados da

câmara anecoica (série 8) os dados têm um comportamento idêntico à exceção das orientações de

30º, 120º, 210º e 270º.

Tabela 4.9: Mediana dos valores RSSI para o tipo de medições D), considerando um raio de 40
cm

Diferença
angular 0º 30º 60º 90º 120º 150º 180º 210º 240º 270º 300º 330º

Série 5 [dB] -18 -15 -17 -13 -20 -26 -31 -31 -22 -11,5 -16 -24
Série 6 [dB] -20,5 -24 -22 -18 -14 -21 -22 -17 -17 -14 -18 -25
Série 7 [dB] -42 -31 -30 -18 -21 -30 -29 -32 -22 -12 -14 -30
Série 8 [dB] -21 -11 -24 -21 -10 -22 -22 -14 -24 -22 -13 -31
Mediana s/
Série 8 [dB] -20,5 -24 -22 -18 -20 -26 -29 -31 -22 -12 -16 -25
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Figura 4.2: Gráfico de radar - Série 5 a 8, considerando um raio de 40 cm

Análise radial com raio de 30 cm

As próximas duas análises referem-se apenas a dados recolhidos em ambiente laboratorial.

Neste caso em específico, considerando um raio de 30 cm entre o dispositivo AP e o STA. A

tabela 4.10 apresenta as três séries efetuadas, e a respetiva mediana do conjunto. É verificado um

menor decaimento do valor RSSI junto às orientações dos polos norte e sul (algo já verificado nas

análises com 20 cm e 40 cm), contudo, a sua dispersão radial, representada na figura 4.3 não exibe

uma ”continuação” dos outros gráficos radiais, ou seja, não exibe a mesma proporção relativa aos

outros dados obtidos com raios diferentes.

Tabela 4.10: Mediana dos valores RSSI para o tipo de medições D), considerando um raio de 30
cm

Diferença
angular 0º 30º 60º 90º 120º 150º 180º 210º 240º 270º 300º 330º

Série 9 [dB] -27 -23 -18 -16 -14 -21 -33 -16 -18 -15 -16 -28
Série 10 [dB] -29 -17 -16 -14 -11 -25 -33 -16 -18 -14 -16 -25
Série 11 [dB] -26 -21 -15 -13 -11 -25 -24 -15 -16 -12 -11 -29
Mediana
[dB] -27 -21 -16 -14 -11 -25 -33 -16 -18 -14 -16 -28
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Figura 4.3: Gráfico de radar - Série 9 a 11, considerando um raio de 30 cm

Análise radial com raio de 60 cm

Por último, a análise radial com um raio de 60 cm. Nesta análise específica, uma vez que é

a que apresenta um raio maior, seria expectável obter valores de RSSI menor do que as análises

realizadas nesta secção. Um comportamento observado (e de certa forma já esperado) é o menor

decaimento nos polos norte e sul. Por outro lado seria de esperar um valor idêntico na orientação

0º e 180, contudo não é observado, tal como já acontece na análise de 40 cm.

Tabela 4.11: Mediana dos valores RSSI para o tipo de medições D), considerando um raio de 60
cm

Diferença
angular 0º 30º 60º 90º 120º 150º 180º 210º 240º 270º 300º 330º

Série 12 [dB] -41 -33 -24 -21 -32 -35 -29 -27 -29 -21 -20 -36
Série 13 [dB] -39 -29 -29 -22 -30 -38 -22 -27 -35 -22 -22 -30.5
Série 14 [dB] -35 -28 -22 -22 -36 -35 -23 -25 -33 -22,5 -25 -24
Mediana
[dB] -39 -29 -24 -22 -32 -35 -23 -27 -33 -22 -22 -30.5
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Figura 4.4: Gráfico de radar - Série 12 a 14, considerando um raio de 60 cm

4.1.4 Resumo da análise dos dados RSSI

Dos tipos de medição A), B) e C) a principal conclusão é que não é suficiente que os dispo-

sitivos estejam à mesma (e conhecida) distância para fazer uma relação direta com o valor RSSI

esperado, e assim fazer uma simples triangulação e obter a posição esperada. Mostra também a

importância de ter mais valores RSSI provenientes de outros dispositivos, e adotar técnicas que

permitem eliminar dados outliers e até mesmo escolher os ”melhores valores”, tal como sugerido

em [24], e explorado na secção 2.7. Por outro lado, mesmo que fosse feita uma análise mantendo

sempre as mesmas características ambientais, e esperando obter resultados com melhor precisão,

adaptando ao contexto do problema, em que será desenvolvido um sistema de localização para

a tarefa de kitting, uma nova análise teria de ser elaborada dado que o dispositivo estaria (pos-

sivelmente) dentro de uma caixa, com outros componentes eletrónicos, e perceber qual seria o

comportamento do sinal.

A análise radial realizada tinha como principal objetivo verificar qual seria a atenuação do

sinal em diferentes pontos ao redor do dispositivo AP. De forma geral, o resultado pode se visto na

figura 4.5, sendo possível observar uma atenuação (geral) à medida que é aumentada a distância

entre os dispositivos, e permite uma melhor visualização da forma (da dispersão) que os dados vão

obtendo. São verificados comportamentos semelhantes, porém, pode-se dizer que para o raio de

60 cm é visualizada uma reação diferente nas orientações no eixo horizontal do gráfico.
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Figura 4.5: Gráfico de radar - Análise geral

Esta análise, poderá ajudar a corroborar alguns resultados observados nos outros tipos de me-

dição, mas sem ser possível aplicar a mesma justificação em todos os casos. Como foi verificado,

a variação da distância é também um principal fator no valor RSSI, por isso, as conclusões desta

análise radial seriam consideradas como possíveis justificações ou aproximações.

4.2 Rede Neuronal - Estimação de posição

Os principais resultados (e comentários) sobre a implementação das redes neuronais incide

sobre as métricas utilizadas, precisão (accuracy) e perda (loss), e ainda sobre os tempos de treino

e a capacidade de processamento necessárias, verificando se os dispositivos, numa fase posterior

a esta, poderiam ser capazes de fazer este processamento sem recorrer a hardware extra.

Primeiramente, um dos aspetos a realçar é a construção do dataset e o quão dependente está o

treino de um modelo da quantidade do mesmo, e o que poderá ser obtido durante a fase de treino

e validação.

Modelo CNN

A primeira arquitetura obtida para este modelo é relativamente simples, destacando-se a ca-

mada de pooling, que permite a redução da dimensão da camada anterior e torna o modelo mais
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robusto a pequenas variações, e a camada de dropout com a principal função de reduzir o overfit-

ting. A figura 4.6 descreve a visão global do modelo.

Figura 4.6: Informações sobre a arquitetura da rede neuronal do modelo CNN

Na primeira iteração, a rede apresentou um desempenho promissor durante o treinamento e va-

lidação, com valores de loss muito baixos e uma precisão de 100% nos dados de teste. No entanto,

ao realizar os testes de robustez, observou-se uma queda na precisão para aproximadamente 63%

e 60%, como observado na tabela 4.12, indicando a ocorrência de overfitting. Isso significa que

a rede estava ajustando-se demais aos dados de treino, mas sem conseguir generalizar de forma

satisfatória para os novos dados.

Durante a realização do teste de robustez, foram efetuadas mais três iterações as quais serão

descritas de seguida.

Na segunda iteração, como forma de lidar com o overfitting, foram feitas algumas alterações

na rede, incluindo o aumento do número de neurónios na última camada densa e a adição da

regularização L2. Essas modificações levaram a um aumento na precisão no teste de robustez 1,

mas uma diminuição no teste de robustez 2.

Nas iterações subsequentes, foram realizados ajustes adicionais, como o aumento do parâ-

metro de dropout e do parâmetro de regularização. Essas alterações resultaram em um aumento

da precisão nos testes de robustez, especialmente no teste de robustez 1, em relação à primeira

iteração, atingindo, no melhor dos casos, cerca de 82,27%.

No entanto, no teste de robustez 2, foi observada uma dificuldade em aumentar a precisão

acima de 60%. Isso pode ser justificado pelas condições específicas do teste de robustez e pelo

facto de que o dataset utilizado poder ser relativamente pequeno. Essa dificuldade em melhorar a
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precisão além desse limite pode indicar limitações na capacidade da rede de generalizar para casos

mais desafiadores.

Tabela 4.12: Ajuste de hiperparâmetros ao longo das iterações para o modelo CNN

Iteração Nº de neurónios
da camada Densa

Intensidade de
Regularização

Taxa de
Dropout Val_loss Precisão [%]

Teste TR 1 TR 2
1 64 0,0 0,1 0,0538 100 63,18 60
2 128 0,4 0,1 0,3471 100 75,45 44,5
3 128 0.4 0.3 0,3927 97,73 82,27 42
4 128 0.5 0.3 0,3518 99,24 70,91 58,5

Nota: A sigla TR significa Teste de Robustez. A camada Densa refere-se à camada dense_53 (figura 4.6).

Nas figuras 4.7, 4.8, 4.9 e 4.10 é possível observar a evolução da loss ao longo das quatro

iterações realizadas. Essa figura ilustra como a loss diminuiu ao longo do treino em cada iteração

e pode fornecer insights sobre a eficácia das alterações realizadas. É possível observar que nas

iterações 2 a 4, o número de epochs é superior a 20 (maior que na primeira iteração), e após 10

epochs, a evolução da loss não tem uma variação significativa (na ordem das décimas), tendo em

conta o valor inicial. Isto é, não existe grande aprendizagem do modelo após as 10 epochs, o que

pode traduzir-se num aumento do min_delta da técnica Early Stopping.

Figura 4.7: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN: Iteração 1

De forma geral, o modelo gerado apresenta um resultado satisfatório para o teste de robus-

tez 1. No entanto, o desempenho no teste de robustez 2 foi significativamente baixo, com uma

precisão que não ultrapassou os 60%. Isso indica que o modelo não conseguiu atingir o nível de
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Figura 4.8: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN: Iteração 2

Figura 4.9: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN: Iteração 3

desempenho desejado para lidar com situações que envolvem obstáculos, principalmente. Em si-

tuações futuras, seria recomendado recolher mais dados com diferentes materiais e analisar como

eles podem influenciar os resultados obtidos.
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Figura 4.10: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN: Iteração 4
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Modelo CNN-MLP

Como referido anteriormente, o modelo CNN-MLP hibrido é composto por duas sub-redes.

A figura 4.11 representa a arquitetura inicial obtida, onde a sub-rede CNN é idêntica à do modelo

anterior, abrangendo as camadas conv1d_1_input até dense_3; e a sub-rede MLP descrita

por duas camadas densas (camadas dense_4_input até dropout_2). Estas duas sub-redes são

depois concatenadas. Após o processamento individual das duas sub-redes, as saídas resultantes

são concatenadas para formar uma representação combinada, isto é, os outputs das duas sub-redes

são concatenados e introduzidos em duas camadas densas, sendo que a última tem como função

de ativação a função linear, dado que não aplica nenhuma transformação aos valores de entrada,

permitindo que a saída do modelo corresponda diretamente às estimativas das coordenadas carte-

sianas sem qualquer restrição. A arquitetura geral encontra-se na figura 4.11, deixando a nota de

que as camadas apresentadas não estão por ordem, ou seja, a divisão das sub-redes feita acima tem

em conta a forma como as camadas estão conectadas (quarta coluna da figura 4.11).

Figura 4.11: Informações sobre a arquitetura da rede neuronal do modelo CNN-MLP

O resultado desta primeira iteração apresenta um valor de loss bastante reduzido, quando com-

parado com o valor inicial, e uma precisão de 100%. Contudo, a precisão nos testes de robustez
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não atingiu 50%, indicando que o modelo não obteve um desempenho satisfatório nessas condi-

ções desafiadoras. Para isso, foram efetuadas mais 3 iterações, as quais serão descritas de seguida.

Na segunda iteração, descrita na tabela 4.13, foi aumentado o número de neurónios da camada

densa da sub-rede CNN, observando-se uma melhoria do desempenho no teste de robustez 1. No

entanto, mesmo após testar outros parâmetros, não se conseguiu obter resultados superiores a esse

ponto. Por isso, as iterações 3 e 4 representam alterações na sub-rede MLP, estando descritas na

tabela 4.14.

Na terceira iteração foi adicionada uma regularização L2, com uma taxa de 0,5, o que gerou

uma melhoria em ambos os testes de robustez, com uma precisão na ordem dos 60%, e com

uma loss acima de 19, representando uma descida percentual superior a 90% (comparando com

o valor inicial). Na ultima iteração foi aumentada o número de neurónios da camada densa e a

taxa de dropout, e anulada a regularização, contudo não se observou uma diferença significativa

comparando com a iteração anterior. Foram realizadas outras tentativas de melhorar o desempenho

nos testes de robustez, mas sem o resultado esperado.

Tabela 4.13: Ajuste de hiperparâmetros ao longo das iterações para o modelo CNN-MLP, na sub-
rede CNN

Iteração Nº de neurónios
da camada Densa

Intensidade de
Regularização

Taxa de
Dropout Val_loss Precisão [%]

Teste TR 1 TR 2
1 64 0,0 0,1 7,7527 100 45,45 46,5
2 128 0,5 0,3 16,8569 97,73 63,64 42
Nota: A sigla TR significa Teste de Robustez. A camada Densa refere-se à camada dense_3 e a taxa de dropout é

relativa à camada dropout_1 (figura 4.11).

Tabela 4.14: Ajuste de hiperparâmetros ao longo das iterações para o modelo CNN-MLP, na sub-
rede MLP

Iteração Nº de neurónios
da camada Densa

Intensidade de
Regularização

Taxa de
Dropout Val_loss Precisão [%]

Teste TR 1 TR 2
3 64 0,5 0,1 19,1445 97,73 63,18 60
4 128 0,0 0,3 57,7929 97,73 63,64 61
Nota: A sigla TR significa Teste de Robustez. A camada Densa refere-se à camada dense_5 e a taxa de dropout é

relativa à camada dropout_2 (figura 4.11).

Em relação à evolução da loss para as diferentes iterações, expostos nas figuras 4.12 a 4.15,

observa-se um comportamento idêntico ao modelo anterior. Sobretudo nas iterações 1 a 3, após

cerca de 30 epochs o desenvolvimento da loss tem uma variação pouco significativa, indicando

que poderia ser aumentado o min_delta da técnica de Early Stopping.

O resultado dos testes de robustez deste modelo já seria um pouco o esperado dado que as

coordenadas dos dispositivos STA variam um pouco, e também essa variação está inserida no da-

taset, o que já indica uma diferença face ao dataset utilizado durante a implementação do modelo.

Por outro lado, os dispositivos extra colocados atuam também como obstáculos, por isso, num con-

texto real, deverão ser recolhidos diferentes tipos de dados e considerando eventuais separadores

entre as prateleiras e estantes, e verificar como o modelo reage.
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Figura 4.12: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN-MLP: Iteração 1

Figura 4.13: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN-MLP: Iteração 2

Em comparação com o modelo anterior, desempenho inferior no teste de robustez 1, mas uma

precisão próxima no teste de robustez 2. Contudo, é necessário salientar que este modelo permite

a obtenção de mais informação, neste caso, a previsão das coordenadas do dispositivo a localizar.
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Figura 4.14: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN-MLP: Iteração 3

Figura 4.15: Evolução da Loss do treino e validação ao longo das epochs, durante o ajuste dos
hiperparâmetros do modelo CNN-MLP: Iteração 4
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Capítulo 5

Conclusão e Trabalho Futuro

Ao longo desta dissertação houve uma compreensão e aprimoramento da operação de kitting

na indústria automóvel por meio do desenvolvimento de um sistema de apoio baseado em tec-

nologias de localização indoor e RSSI Fingerprint. Ao longo deste estudo, foram investigados

os métodos existentes, principalmente o método pick-to-light, e foram propostas melhorias para

tornar o processo mais eficiente e reduzir erros durante a montagem dos veículos. A pesquisa foi

motivada pela necessidade de adaptação às exigências da 4ª revolução industrial, onde a integra-

ção de tecnologias como IoT, realidade virtual e cloud computing impulsiona o conceito de Smart

Factory e, consequentemente, o surgimento de Smart Warehouses.

Por meio de uma revisão bibliográfica abrangente, explorou-se métodos e técnicas de locali-

zação indoor baseados em RSSI Fingerprint, procurando identificar abordagens que proporcio-

nassem melhores resultados para o contexto do problema. Antes da implementação de modelos,

procedeu-se à análise do comportamento dos valores RSSI em diferentes configurações, a fim

de compreender a atenuação e a possibilidade de quantificá-la como um parâmetro adicional dos

modelos a implementar. Posteriormente foram implementados dois modelos de localização e rea-

lizados testes de robustez para avaliar o seu desempenho e a sua viabilidade.

Os resultados revelaram que, embora a medição do RSSI possa fornecer informações úteis

para estimar a posição de dispositivos pick-to-light, não é suficiente ter em conta apenas a distância

entre os dispositivos para obter uma relação direta com os valores RSSI esperados. Identificou-se

a importância de ter uma grande quantidade de valores RSSI provenientes de outros dispositivos

e de adotar técnicas que eliminem dados outliers e selecionem os melhores valores. Além disso,

a análise radial permitiu compreender a atenuação do sinal em diferentes pontos ao redor dos

dispositivos, o que é relevante para considerar a interferência de obstáculos no ambiente de kitting.

No entanto, a quantificação não foi alcançada devido à dificuldade de obter dados "constantes"para

uma determinada condição experimental.

Durante os ensaios, foram desenvolvidos e implementados algoritmos de processamento de

sinais, incluindo técnicas de filtragem (através do cálculo de medianas) para melhorar a precisão

da localização baseada em RSSI. Em relação ao modelo CNN, este apresentou um desempenho

para o teste de robustez 1 na ordem dos 82% (na iteração 3), contudo, no teste de robustez 2 a

59



60 Conclusão e Trabalho Futuro

precisão não ultrapassou os 60%. Já o modelo híbrido, CNN-MLP, apresentou uma precisão na

casa dos 60% em ambos os testes de robustez. Embora o primeiro modelo tenha um desempenho

superior, fornecendo apenas como output uma posição específica, o segundo modelo é capaz de

fornecer uma previsão das coordenadas do dispositivo, isto é, é capaz de gerar mais informação.

Considerando as contribuições desta dissertação, destaca-se a análise da atenuação dos valores

RSSI em diferentes configurações, relacionando com a distância e orientação, que apesar de não

ter sido quantificada, desencadeou uma análise mais crítica dos dados que são obtidos, e ter uma

noção de como se comporta a informação que é possível obter de um sinal. Também é de salientar

o contacto que foi estabelecido com o microntrolador ESP32-C6-DevKitC-1, que sendo recente,

implicou um esforço extra na identificação das suas capacidades e no desenvolvimento do software

necessário, e abriu uma nova porta na utilização deste microcontrolador em aplicações IoT.

No entanto, é importante ressaltar que este estudo possui algumas limitações. Os experimentos

foram conduzidos num ambiente com baixo controlo das condições experimentais e com poucos

dispositivos, sendo necessário investigar a escalabilidade e a robustez dos modelos em ambientes

reais de armazéns de automóveis. Além disso, a integração do sistema proposto com outras tecno-

logias de automação e gerenciamento de inventário precisa de ser considerada para uma avaliação

completa da eficiência e dos benefícios práticos. Por fim, embora se tenha realizado testes abran-

gentes, é possível que existam outros fatores que não foram considerados e que podem afetar o

desempenho do sistema de localização.

No geral, esta pesquisa contribui para a literatura existente, oferecendo uma abordagem dife-

rente para aprimorar o processo de kitting na indústria automóvel, por meio do uso de tecnologias

de localização indoor baseadas em RSSI Fingerprint. Estas metodologias poderão ser concretiza-

das noutros tipos de indústrias, onde a operação de kitting é efetuada, ou até mesmo em outro tipo

de aplicações onde é necessário a localização de dispositivos em ambiente indoor.

5.1 Trabalho Futuro

Com base nos resultados e nas limitações identificadas neste estudo, várias oportunidades de

trabalho futuro surgem para continuar a explorar e aprimorar o sistema de localização indoor

baseado em RSSI Fingerprint. Algumas direções promissoras incluem:

• Aperfeiçoamento dos algoritmos de processamento de sinais: recorrer à revisão bibliográ-

fica e destacar metodologias já implementadas e verificar quais as vantagens, de modo a

desenvolver algoritmos de processamento de sinais mais avançados para melhorar ainda

mais a precisão e a confiabilidade deste tipo de localização;

• Avaliação de outras tecnologias de localização indoor: Investigar e comparar outras tecnolo-

gias de localização indoor, como Bluetooth Low Energy (BLE) e ultrassom, para determinar

qual delas oferece a melhor precisão e viabilidade para o contexto do problema. Essa análise

comparativa poderá ajudar a selecionar a tecnologia mais adequada para diferentes cenários

e requisitos específicos;
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• Realização de testes em ambiente de produção real: Realizar ensaios e validações num am-

biente de produção automóvel (ou semelhante) real para avaliar a escalabilidade e a robustez

do sistema proposto em condições mais desafiadoras. Isso permitiria identificar e solucionar

possíveis problemas que possam surgir em um ambiente mais complexo e dinâmico;

• Integração num sistema global: integrar este sistema com sistemas de gestão de kitting e de

comunicação já existentes com vista a produzir uma solução estruturada pronta a comercia-

lizar.
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