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RÉSUMÉ

Le rehaussement de la parole est essentiel pour garantir la fiabilité des outils de com-
munication ou la robustesse des systèmes de reconnaissance vocale. Bien que les réseaux
neuronaux conventionnels, connus sous le nom de réseaux neuronaux artificiels (Artificial
Neural Network - ANN), aient démontré des performances remarquables dans ce domaine,
leur utilisation requiert une puissance de calcul considérable et engendre des coûts éner-
gétiques élevés. Ces coûts sont dus à plusieurs facteurs tels que la taille du réseau, le
volume de l’ensemble des données utilisé, et le nombre d’itérations nécessaires pour l’en-
traînement. Ce projet de recherche propose une approche de rehaussement de la parole à
l’aide d’un réseau de neurones à décharges (Spiking Neural Network - SNN) basé sur une
architecture U-Net. Les SNN sont adaptés au traitement de données avec une dimension
temporelle, telle que la parole, et sont connus pour leur mise en œuvre économe en énergie
sur des processeurs neuromorphiques. Par conséquent, les SNN constituent des candidats
intéressants pour des applications en temps réel sur des dispositifs aux ressources limitées.
L’objectif principal de ce travail est de développer un modèle basé sur un SNN présentant
des performances comparables à celles d’un modèle basé sur un ANN pour le rehausse-
ment de la parole. L’entraînement du SNN proposé s’effectue en utilisant une optimisation
basée sur des gradients de substitution. L’évaluation des performances du modèle se fait
à l’aide de tests objectifs perceptuels, en prenant en compte différents rapports signal
sur bruit et conditions de bruit réelles. Les résultats obtenus démontrent que le modèle
proposé surpasse la solution de référence du défi de suppression de bruit profond neuro-
morphique d’Intel. De plus, il se distingue également par rapport à plusieurs approches
non neuromorphiques de l’état de l’art. En outre, il atteint des performances acceptables
par rapport à un modèle ANN présentant une architecture similaire. En conclusion, ce
travail met en évidence la promesse des SNN en tant qu’alternative performante aux ANN
pour le rehaussement de la parole.

Mots-clés : rehaussement de la parole, réseaux de neurones à décharges, gradient substi-
tué
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CHAPITRE 1

Introduction

1.1 Mise en contexte et problématique
La performance des outils de communication vocale est devenue un critère essentiel pour les
utilisateurs de divers appareils mobiles tels que les tablettes, les téléphones portables, les
montres connectées ou les lunettes intelligentes. Cependant, la qualité de la communication
est souvent altérée par la présence de bruit ambiant. Aussi, les applications de traitement
de la parole telles que la reconnaissance, ou la compression de la parole, exigent une qualité
de signal d’entrée optimale pour fonctionner de manière efficace. Ainsi, pour maintenir
l’intelligibilité et la qualité de la parole, il est primordial d’utiliser des algorithmes de
rehaussement de la parole. Ces algorithmes sont conçus pour réduire le bruit de fond des
signaux vocaux bruités tout en préservant la qualité et l’intelligibilité de la parole elle-
même. De nos jours, l’utilisation de tels algorithmes est devenue cruciale pour améliorer
les plateformes de communication à distance telles que Zoom, Slack, Microsoft Teams, ou
Discord, en raison de la croissance significative des activités en ligne, notamment le travail,
l’enseignement et la santé.

De nombreuses techniques de rehaussement de la parole ont été développées afin d’obte-
nir des systèmes de traitement de la parole ou de communication vocale plus efficaces et
résilients aux interférences sonores. Parmi les approches classiques, la soustraction spec-
trale [7] consiste à supprimer le bruit en soustrayant une estimation du spectre de bruit
du spectre de la parole. Une autre méthode est le filtrage de Wiener [48], qui consiste à
minimiser l’erreur quadratique moyenne entre le signal propre et celui filtré. Cependant,
ces méthodes traditionnelles présentent des limites en raison de l’incertitude associée à
l’estimation du spectre de bruit, ce qui peut entraîner une distorsion de la parole. De plus,
ces techniques ont du mal à traiter efficacement des situations complexes comprenant
différents types de bruits et de variations dynamiques.

Les avancées récentes dans le domaine de l’apprentissage profond ont favorisé une utilisa-
tion accrue des réseaux de neurones artificiels dans de nombreux domaines, notamment le
diagnostic médical, le traitement d’images, le traitement automatique du langage naturel,
la conduite autonome et la prédiction des indices boursiers, [77]. Ces progrès ont conduit
à l’intégration de nombreuses applications basées sur des algorithmes d’apprentissage pro-

1



2 CHAPITRE 1. INTRODUCTION

fond dans notre vie quotidienne. Parmi les exemples marquants figurent les assistants per-
sonnels tels que Siri d’Apple, Cortana de Microsoft, Alexa d’Amazon, l’assistant Google
et Bixby de Samsung. Parallèlement, plusieurs applications de rehaussement de la parole
basées sur des réseaux de neurones artificiels ont également émergé, à l’instar de Krisp,
NVIDIA RTX Voice et Mozilla RNNoise.

Toutefois, les architectures profondes de réseaux de neurones artificiels requièrent souvent
des capacités de calcul et de stockage importantes, ce qui les rend difficiles à intégrer
dans des systèmes embarqués de dispositifs mobiles et portables disposant de ressources
matérielles limitées [19]. Aussi, l’entraînement des réseaux de neurones artificiels impli-
quant des volumes massifs de données nécessite une quantité considérable d’énergie, ce
qui peut avoir des répercussions significatives sur l’environnement et l’empreinte carbone.
À titre d’exemple, une étude menée à l’Université du Massachusetts à Amherst a révélé
que l’entraînement du modèle de langage BERT (Bidirectional Encoder Representations
from Transformers) [18] sur un processeur graphique émet autant de dioxyde de carbone
qu’un vol transaméricain [80].

La taille et la complexité des modèles d’apprentissage profond continuent de croître, aug-
mentant considérablement leur consommation d’énergie, soulevant ainsi des préoccupa-
tions quant à leur impact environnemental. En 2020, la société OpenAI a développé un
grand modèle de langage (Large Language Model - LLM), GPT-3 (Generative Pre-trained
Transformer 3) [12], qui compte 175 milliards de poids, soit plus de 115 fois le nombre de
poids de BERT (1,5 milliard de poids). Gopher [66], un LLM développé par DeepMind,
compte 280 milliards de poids et surpasse GPT-3 en termes de performances pour cer-
taines tâches. On peut donc penser que la consommation énergétique de ces LLM dépasse
largement celle de BERT qui était déjà problématique. Il est donc crucial de trouver des
moyens d’améliorer l’efficacité énergétique des algorithmes d’apprentissage automatique.

Les réseaux de neurones à décharges (Spiking neural network - SNN) [36] présentent une
architecture extrêmement prometteuse, grâce à leur efficacité énergétique remarquable et
leur plausibilité biologique. Contrairement aux réseaux de neurones conventionnels, les
calculs dans un SNN ne sont pas effectués simultanément pour tous les neurones. Les
neurones communiquent plutôt entre eux par le biais de décharges envoyées à travers des
synapses excitatrices ou inhibitrices. Ces décharges, également connues sous le nom de
potentiels d’action, sont des formes d’onde particulières, d’une certaine durée temporelle,
émises par les neurones à des instants particuliers. L’efficacité énergétique des SNN réside
dans le fait que les décharges pour chaque neurone sont parcimonieuses et ne se produisent
pas simultanément.
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La simulation d’un modèle basé sur les SNN sur une architecture computationnelle stan-
dard de von Neumann est réalisable, mais ne permet pas d’atteindre une optimisation
maximale des performances. Dans cette optique, plusieurs entreprises et centres de re-
cherche universitaire se concentrent actuellement sur le développement d’architectures
neuromorphiques en temps réel. Parmi les exemples notables figurent Loihi d’Intel [16],
TrueNorth d’IBM [50], NeuroGrid de l’Université de Stanford [4], SpiNNaker de l’Univer-
sité de Manchester [27] et BrainScaleS de l’Université d’Heidelberg [49].

L’utilisation de processeurs neuromorphiques suscite un intérêt considérable en raison de
leur parallélisme massif et de leur efficacité énergétique. Par exemple, la puce Loihi peut
être jusqu’à 1000 fois plus rapides que les processeurs traditionnels, tout en consommant
jusqu’à 10 000 fois moins d’énergie [53].

Bien que les réseaux de neurones à décharges offrent des avantages potentiels en termes
d’efficacité énergétique, il est essentiel de les situer de manière appropriée dans le contexte
de la recherche en traitement de la parole, en particulier dans le domaine du rehausse-
ment de la parole. La littérature montre que de nombreuses approches ont été explorées
pour aborder le traitement de la parole corrompue, parfois même plus complexe que le
rehaussement. Parmi ces approches, on cite le masquage, qui puise son inspiration dans
la perception auditive, ainsi que des méthodes statistiques basées sur les caractéristiques
spectrales des signaux propres et bruités, telles que les différences statistiques et les esti-
mations de spectres.

Le masquage a été initialement développé dans le contexte de l’analyse auditive par Breg-
man [9], conformément à la méthodologie connue sous le nom de CASA (Computational
Auditory Scene Analysis) [11]. Par la suite, cette méthode a été avec succès intégrée dans
des systèmes de reconnaissance de la parole [14], ainsi que dans des approches neuronales,
notamment celles de Wang [94] et Pichevar [63], parmi d’autres. Ces contributions ont
pavé la voie à diverses solutions basées sur des réseaux de neurones, conventionnels ou à
décharges, souvent caractérisées par des équations différentielles non linéaires. Cette ap-
proche pourrait sembler en sommeil actuellement, en raison des réussites de l’apprentissage
profond, mais une combinaison des approches de masquage et de modification globale du
spectre, comme celle que nous explorons dans ce mémoire, pourrait offrir des avantages
significatifs, en particulier lorsque les données sont limitées.

Dans ce mémoire, nous avons choisi de nous concentrer sur l’approche de modification
globale du spectre, principalement pour des raisons de comparabilité avec les avancées
actuelles en apprentissage profond. Cette approche statistique nous permet d’obtenir de
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meilleurs rapports signal-à-bruit, même si elle peut entraîner une perte de qualité de
compréhension de la parole par rapport à l’approche de masquage. De plus, étant donné
notre intérêt spécifique pour le bruit additif, nous estimons qu’il n’est pas nécessaire de
développer des systèmes plus complexes inspirés de la perception dans notre contexte.

1.2 Question de recherche
Le présent projet de recherche vise à répondre à la question de recherche suivante :

Est-il possible de développer un algorithme de rehaussement de la parole en utilisant un
réseau de neurones à décharges qui serait capable de produire une performance équivalente
ou supérieure à celle des algorithmes actuels ?

1.3 Objectifs du projet de recherche
Afin de répondre à la question de recherche énoncée précédemment, l’objectif de ce projet
de recherche est donc de développer un modèle de rehaussement de la parole en utilisant des
réseaux de neurones à décharges et de le comparer à des algorithmes actuels. L’approche
proposée vise à obtenir des performances équivalentes, voire supérieures, à celles obtenues
par des architectures qui ne font pas usage de cette technique.

1.4 Contributions originales
Le présent projet de recherche a pour objectif principal de proposer un modèle de rehaus-
sement de la parole en utilisant des réseaux de neurones à décharges qui atteindra une
performance comparable ou supérieure à celle des architectures non basées sur les SNN.
En comparaison avec les réseaux de neurones conventionnels, les SNN présentent de nom-
breux avantages, notamment leur capacité à traiter l’information de manière asynchrone
et leur faible consommation d’énergie. À notre connaissance, il existe peu de travaux de
rehaussement de la parole en utilisant les SNN. Aussi, ce travail trouve son originalité à
travers plusieurs aspects :

• Tout d’abord, l’approche proposée consiste à entraîner un modèle capable d’esti-
mer le spectre de puissance logarithmique de la parole propre à partir de celui de
la parole bruitée. Cette méthode représente une avancée significative dans le do-
maine du rehaussement de la parole. En comparaison avec l’approche traditionnelle
du masquage, qui implique la multiplication du spectre de la parole bruitée par un
masque, notre approche statistique présente plusieurs avantages. Elle offre la pos-
sibilité d’améliorer les rapports signal-à-bruit, même si cela peut occasionnellement
entraîner une légère dégradation de la compréhensibilité de la parole par rapport
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à l’approche du masquage. De plus, notre méthode s’intègre plus aisément dans le
contexte de la recherche en apprentissage profond. En effet, elle repose sur des prin-
cipes statistiques plus intuitifs et transparents que les mécanismes complexes du
masquage. Par ailleurs, étant donné que notre étude se focalise exclusivement sur
la problématique du bruit additif, elle ne nécessite pas le développement de sys-
tèmes plus complexes inspirés de la perception, simplifiant ainsi notre démarche de
recherche. À notre connaissance, il s’agit de la première tentative d’exploiter un mo-
dèle basé sur des réseaux de neurones à décharges pour le rehaussement de la parole,
en adoptant une stratégie d’estimation directe du spectre plutôt que l’estimation
d’un masque appliqué ultérieurement au spectre de la parole bruitée.

• Dans un deuxième temps, nous adoptons une architecture profonde, ce qui n’a pas
été exploré dans les travaux précédents. Cette décision est étroitement liée à notre
approche d’estimation du spectre, car l’utilisation d’une architecture profonde favo-
rise une estimation statistique plus précise et riche en informations. De plus, cette
approche nous permet de réaliser une comparaison pertinente avec plusieurs modèles
de réseaux de neurones conventionnels de l’état de l’art.

• Dans un troisième temps, ce travail adopte une méthode de codage direct où la pre-
mière couche du SNN apprend simultanément à convertir l’entrée en décharges et à
supprimer le bruit. Ce choix est appuyé par notre désir de maintenir une cohérence
avec les avancées actuelles en matière d’apprentissage profond. En effet, cette ap-
proche est étroitement alignée sur les méthodologies prédominantes dans le domaine
de l’apprentissage profond, ce qui simplifie considérablement la comparaison de notre
modèle avec d’autres approches existantes. En outre, cette décision présente l’avan-
tage supplémentaire de ne pas exiger le développement d’un système substantielle-
ment divergent, comme cela aurait été nécessaire en cas d’adoption d’une approche
basée sur le masquage.

• Dans un quatrième temps, nous effectuons l’optimisation des paramètres neuronaux,
à savoir les constantes de temps et le seuil de décharge, en plus des poids lors de
l’entraînement du réseau de neurones.

• Dans un cinquième temps, une étude d’ablation est réalisée pour évaluer l’effet de
différents paramètres sur les performances du modèle proposé.

• En dernier lieu, une évaluation comparative entre le modèle de réseau de neurones à
décharges proposé et un modèle de réseau de neurones conventionnels d’architecture
similaire est réalisée.
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Ce travail de recherche a mené à la rédaction d’un article de conférence qui a été accepté
[69], soulignant ainsi la contribution de cette étude au domaine du rehaussement de la
parole en utilisant les réseaux de neurones à décharges.

1.5 Plan du document
Après ce premier chapitre d’introduction, la suite du document est structurée comme suit :

• Le chapitre 2 présente une revue de la littérature portant sur les différents éléments
important pour la compréhension du mémoire, dont : la problématique du rehausse-
ment de la parole, les différents modèles communs de réseaux de neurones conven-
tionnels ou à décharges, ainsi que les approches basées sur les réseaux de neurones
pour le rehaussement de la parole.

• Le chapitre 3 présente une description de l’aspect théorique du modèle proposé et
l’architecture du réseau de neurones à décharges implémenté.

• Le chapitre 4 présente les conditions expérimentales d’entraînement et d’évaluation
de la méthode proposée.

• Le chapitre 5 présente une étude de l’effet des différents paramètres de l’approche
proposée et par la suite une analyse des résultats obtenus.

• Finalement, le chapitre 6 présente la conclusion, un retour sur les contributions et
les travaux futurs.



CHAPITRE 2

Revue de la littérature

Le présent chapitre propose une revue de littérature approfondie en ce qui concerne le
rehaussement de la parole, les réseaux de neurones conventionnels et à décharge, ainsi
que leurs utilisations pour le rehaussement de la parole. La première partie formalise la
problématique du rehaussement de la parole et présente quelques approches classiques. La
deuxième partie est dédiée à une étude des différentes architectures de réseaux de neurones
artificiels, notamment les réseaux de neurones à décharges. Enfin, la dernière partie du
chapitre propose une synthèse des différentes approches proposées dans la littérature pour
le rehaussement de la parole en utilisant des réseaux de neurones conventionnels ou à
décharges.

2.1 Rehaussement de la parole
La qualité du signal de la parole peut être considérablement altérée par différents types
de bruits, interférences, échos et réverbérations présents dans l’environnement acoustique.
Ces dégradations peuvent réduire l’intelligibilité du signal, ce qui peut entraîner une baisse
des performances des systèmes de traitement de la parole ou de communication vocale.
Ainsi, les algorithmes de rehaussement de la parole sont essentiels pour de nombreuses
applications [3], notamment la compression de la parole, la reconnaissance vocale et la
synthèse vocale. Ces algorithmes sont soumis à un compromis entre la réduction du bruit
et la préservation de l’intelligibilité du signal de parole propre.

2.1.1 Formulation du problème
Le rehaussement de la parole est un domaine de recherche important qui vise à améliorer la
qualité des signaux de parole qui ont été altérés par des sources de bruit environnemental.
Plusieurs modèles ont été proposés pour modéliser différents types de bruits (p.ex. bruit
additif, bruit convolutif). Ce projet de recherche se concentre sur le rehaussement de parole
perturbée par un bruit additif. En général, le bruit additif est causé par des perturbations
externes présentes dans l’environnement. Dans le modèle du bruit additif, le signal de
parole bruité observé est considéré comme la somme du signal de parole propre et d’une
composante de bruit additive.

Mathématiquement, un signal de parole bruité x à l’instant n est défini comme suit :

7
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x[n] = s[n] + d[n] (2.1)

où n est l’indice de l’échantillon dans le temps discret, s correspond au signal de parole
propre et d correspond au signal de bruit additif. L’objectif d’un algorithme de rehaus-
sement de la parole est de calculer une estimation du signal de parole propre ŝ[n] étant
donné le signal de parole bruité observé x[n]. Cette estimation doit être aussi proche que
possible du signal de parole propre original, tout en éliminant autant que possible l’impact
du bruit de fond indésirable.

2.1.2 Approches classiques
Au fil des dernières décennies, divers techniques ont été développées pour le rehaussement
de la parole dans un contexte mono-canal ou multicanal. Parmi ces premières approches,
on retrouve, entre autres, la soustraction spectrale [7] et l’utilisation d’un filtre de Wiener
[48]. La soustraction spectrale consiste à estimer le spectre de bruit et à le soustraire du
spectre du signal de parole bruité pour obtenir une estimation du signal de parole propre.
La méthode de filtrage de Wiener utilise un estimateur linéaire pour minimiser l’erreur
quadratique moyenne entre le signal de parole rehaussé et le signal de parole propre.

Par la suite, la recherche s’est orientée vers des approches statistiques telles que l’algo-
rithme d’erreur quadratique moyenne minimale [23]. Avec l’avènement de l’apprentissage
automatique, plusieurs méthodes ont également été proposées en utilisant des approches
classiques basées sur l’apprentissage automatique, telles que les modèles de Markov cachés
(Hidden Markov Models - HMM) [17], la factorisation matricielle non négative (Non-
negative Matrix Factorization - NMF) [52] et la transformée en ondelettes [62].

Ces techniques ont abouti à des résultats encourageants en matière de réduction du bruit.
Cependant, leur performance est limitée par la nature du bruit et des propriétés statis-
tiques du signal de la parole, notamment dans des scénarios comprenant des bruits non
stationnaires ou des situations de cocktail party [10].

L’émergence de l’apprentissage profond a profondément influencé l’orientation de la re-
cherche dans plusieurs domaines. Aujourd’hui, plusieurs architectures de réseaux de neu-
rones artificiels font partie des meilleurs modèles de rehaussement de parole [101].

La section suivante se concentrera sur une revue approfondie des différentes architectures
de réseaux de neurones. Par la suite, une section subséquente se concentrera sur les ap-
proches qui utilisent des réseaux de neurones pour le rehaussement de la parole.
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2.2 Réseaux de neurones

2.2.1 Réseaux de neurones biologiques
Les neurones sont des cellules hautement spécialisées du système nerveux, responsables de
la réception et de la transmission de l’information. Ils sont composés d’un corps cellulaire,
de dendrites et d’un axone. En état de repos, un neurone est caractérisé par une différence
de potentiel électrique à travers sa membrane cellulaire appelée potentiel de repos. La
communication entre les neurones est effectuée par des jonctions appelées synapses, qui se
distinguent en deux types : synapses chimiques (prédominantes) et synapses électriques.
Lorsqu’un neurone reçoit un signal, il génère une impulsion électrique appelée potentiel
d’action, qui se propage le long de l’axone et déclenche la libération de neurotransmetteurs
chimiques (synapse chimique), permettant ainsi la communication entre les neurones.

Les travaux révolutionnaires d’Alan Hodgkin et d’Andrew Huxley sur les potentiels d’ac-
tion des neurones ont permis de comprendre comment ces impulsions électriques sont
générées et propagées le long de l’axone. En 1963, ils ont reçu le prix Nobel de médecine
pour leurs travaux [31]. Leurs expériences consistaient à insérer des électrodes minuscules
dans les axones des neurones de calmar géant et à mesurer les changements de potentiel
électrique lors de la stimulation du neurone. Ils ont découvert que le potentiel d’action est
un événement bref, tout ou rien, causé par le mouvement des ions à travers la membrane
du neurone.

Un mécanisme fondamental de l’apprentissage du cerveau est la plasticité synaptique,
c’est-à-dire la capacité des synapses à renforcer ou affaiblir l’efficacité d’une connexion
[37]. Le cerveau humain est un système de traitement de l’information incroyablement
complexe et sophistiqué qui a évolué au cours de millions d’années pour permettre un large
éventail de capacités cognitives, comme la perception, l’attention, la mémoire et la prise de
décision. Cette complexité a inspiré les chercheurs en intelligence artificielle à développer
des modèles informatiques plus réalistes biologiquement et capables d’apprendre de leur
expérience. Les réseaux de neurones artificiels sont des modèles mathématiques inspirés
de la biologie, qui permettent de modéliser le comportement des neurones biologiques et
la communication synaptique.

2.2.2 Réseaux de neurones artificiels conventionnels
Depuis plus de 50 ans, les mathématiciens ont cherché à imiter les mécanismes du cerveau
humain en intégrant la biologie dans des modèles informatiques [72]. Le but initial de ces
travaux était de développer des programmes informatiques capables d’apprendre par eux-
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mêmes. Depuis, les réseaux de neurones ont connu un essor remarquable et sont utilisés
dans de nombreux domaines en raison de leur grande adaptabilité.

Les réseaux de neurones artificiels apprennent, en général, à l’aide d’un grand nombre
d’exemple ce qui nécessite, d’une part, un très grand nombre de données et, d’autre part,
une grande capacité de calcul. La croissance exponentielle du volume de données, ainsi
que le développement de processeurs de plus en plus puissants, ont été des facteurs clés
qui ont permis aux réseaux de neurones conventionnels de produire de meilleurs résultats
que les techniques classiques de traitement de données.

Dans les sous-sections suivantes, nous présentons plusieurs architectures de réseaux de
neurones conventionnels. Nous examinons les avantages et les limites de chaque architec-
ture. Ces architectures comprennent le perceptron simple, le perceptron multicouche, les
réseaux de neurones convolutionnels et les réseaux de neurones récurrents.

Perceptron simple

Le perceptron est l’un des premiers modèles d’apprentissage automatique. Il a été inventé
par Frank Rosenblatt, un psychologue américain, en 1957, au sein du laboratoire d’aé-
ronautique de l’Université Cornell [72]. C’est un modèle d’apprentissage simple qui est
composé de plusieurs entrées et d’une seule sortie. Il a été principalement conçu pour le
problème de classification binaire, c’est-à-dire, séparation de deux classes.

La figure 2.1 présente un exemple de perceptron à une seule couche et deux entrées. Il est
formé d’une couche d’entrée pour lire les données et d’une couche de sortie.

Figure 2.1 Architecture d’un perceptron à une seule couche et deux entrées.

L’architecture présentée est composée d’une couche unique de neurones, comprenant des
entrées x1 et x2 avec leurs poids associés, les coefficients synaptiques w1, w2, ainsi qu’une
entrée constante x0 égale à 1 avec un poids b appelé le biais. La sortie y est calculée
en appliquant une fonction d’activation f à la somme pondérée des entrées. La fonction
d’activation sert à introduire une non-linéarité dans le modèle.
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L’équation générale calculée par un perceptron ayant le vecteur d’entrée x = [x1, . . . , xn],
le vecteur de poids w = [w1, . . . , wn], le biais b et la valeur de sortie y est :

y = f(
n∑︂

i=1

wixi + b) (2.2)

Pour résoudre un problème de classification binaire, la sortie est une valeur binaire qui
sépare les données en deux classes. Le perceptron de Frank Rosenblatt n’utilisait que la
fonction d’Heaviside. La fonction d’Heaviside est définie comme suit :

H(x) =

{︄
0 si x < 0

1 si x ≥ 0
(2.3)

Ultérieurement, plusieurs autres fonctions d’activation ont été proposées, notamment :

• La fonction sigmoïde : cette fonction prend en entrée une valeur réelle et la transforme
dans la plage [0, 1]. Elle est définie par :

σ(x) =
1

1− exp (−x)
(2.4)

La fonction sigmoïde peut être utilisée dans le cas de la régression logistique pour
prédire la probabilité d’appartenance à une classe.

• La fonction tangente hyperbolique : cette fonction prend en entrée une valeur réelle
et la transforme dans la plage [-1, 1]. Elle est définie par :

tanh(x) =
exp (x)− exp (−x)

exp (x) + exp (−x)
(2.5)

La fonction tangente hyperbolique peut être utilisée pour la régression logistique,
ainsi que pour les problèmes de régression.

• La fonction Unité Linéaire Rectifiée (Rectified Linear Unit - ReLU) : cette fonction
prend en entrée une valeur réelle et la transforme dans la plage [0, +∞]. Elle est
définie par :

f(x) = max(0, x) (2.6)
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La fonction ReLU est souvent utilisée dans les réseaux de neurones profonds, non
seulement en raison de sa rapidité de calcul, mais surtout en vertu de sa capacité
à favoriser une rétropropagation efficace du gradient à travers toutes les couches du
réseau. Contrairement à d’autres fonctions d’activation de type compressif, qui ont
tendance à rapidement atténuer le gradient, entravant ainsi sa rétropropagation, la
ReLU assure une propagation stable et efficiente du gradient, en faisant ainsi un
choix essentiel dans la conception des réseaux de neurones profonds.

• La fonction softmax : cette fonction prend en entrée un vecteur de nombres réels et
la transforme dans la plage [0, 1[. Elle est définie par :

σ(z)i =
exp (zi)∑︁K
j=1 exp (zj)

, pour i = 1, . . . , K et z = [z1, . . . , zK ] (2.7)

Dans le cas d’un problème de classification multi-classe, l’architecture du perceptron
est modifiée. La couche de sortie doit avoir autant de neurones que le nombre de
classes. La fonction softmax peut être utilisée pour prédire la probabilité d’apparte-
nance à chaque classe.

Malheureusement, l’application du perceptron à une seule couche était limité. En effet,
il ne pouvait séparer que les classes linéairement séparables et ne disposait que de la
fonction d’Heaviside [51]. Les limites technologiques, en raison de la faible puissance de
calcul, et théoriques ont entraîné la stagnation de la recherche sur cette approche pendant
de nombreuses années.

Perceptron multicouche

Tel que mentionné précédemment, le perceptron à une seule couche ne permet pas de
résoudre un problème de classification non linéaire. Pour pallier à cette limitation, Marvin
Minsky et Seymour Papert ont proposé dans les années quatre-vingt une architecture
plus complexe appelée perceptron multicouche (Multilayer Perceptron - MLP) [51]. Le
perceptron multicouche est mieux adapté que le perceptron simple pour résoudre des
problèmes non linéaires grâce à l’utilisation d’une fonction d’activation non-linéaire dont
la dérivée est calculable. Cette caractéristique permet l’utilisation du MLP pour des tâches
de classification ou de régression selon la fonction d’activation employée.

Un perceptron multicouche est constitué d’une couche d’entrée, une couche de sortie et
une ou plusieurs couches intermédiaires dites « cachées ». Chaque neurone d’une couche
(à l’exception des neurones de la couche de sortie) est connecté à tous les neurones de la
couche suivante. La figure 2.2 illustre un exemple du modèle de perceptron multicouche
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possédant une couche d’entrée avec n neurones, deux couches cachées avec respectivement
4 et 3 neurones, et une couche de sortie avec 4 neurones.

Figure 2.2 Architecture d’un perceptron multicouches.

La flexibilité de l’architecture du perceptron multicouche en fait un outil de prédiction
puissant pour modéliser des relations complexes entre des données d’entrée et des sorties
attendues. Cette architecture a été largement utilisée dans différents domaines tels que
la reconnaissance de la parole, la vision par ordinateur, la finance et la biologie [6]. Sa
popularité est également attribuée à un algorithme d’apprentissage appelé "algorithme de
rétropropagation de l’erreur", qui sera présenté dans la section suivante.

Apprentissage par rétropropagation de l’erreur

Généralement, l’entraînement d’un réseau de neurones peut être réalisé selon différentes
approches, dont l’apprentissage supervisé ou non supervisé. Cette section se concentre sur
l’apprentissage supervisé. Cette approche nécessite l’utilisation d’un ensemble de données
annotées, où chaque donnée est associée à un résultat attendu. L’objectif de l’entraînement
d’un réseau de neurones est de trouver la combinaison optimale de poids qui minimise
l’erreur entre les prédictions du réseau et les résultats attendus.

L’introduction de l’algorithme de rétropropagation de l’erreur a révolutionné l’entraîne-
ment des réseaux de neurones. L’algorithme de rétropropagation de l’erreur a été initiale-
ment introduit dans les années soixante, formalisé de manière standard par Paul Werbos
en 1974 [97] et popularisé par les travaux de Rumelhart en 1986 et al. [75].

Le processus d’entraînement avec rétropropagation de l’erreur comprend deux étapes prin-
cipales. Tout d’abord, le réseau effectue une propagation avant, où les activations des neu-
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rones sont calculées de la première couche jusqu’à la dernière. Ensuite, une propagation
arrière permet de calculer le gradient de l’erreur pour chaque poids, de la dernière couche
vers la première. Cette étape est appelée "rétropropagation". Par la suite, un algorithme
d’optimisation, tel que l’algorithme de descente de gradient, est utilisé pour mettre à jour
les poids du réseau en fonction du gradient calculé. Ce gradient permet de déterminer la
direction de la modification à apporter à chaque poids pour minimiser la fonction d’erreur.
Ce processus itératif d’ajustement des poids par rétropropagation de l’erreur permet au
réseau de converger vers une configuration optimale.

Réseaux de neurones convolutifs

L’utilisation d’architectures de réseaux de neurones pleinement connectées entraîne un
grand nombre de paramètres à entraîner. Dans le contexte de classification d’images, la
figure 2.3 illustre un exemple d’un réseau de neurones artificiel pleinement connecté com-
posé d’une couche à entraîner, avec MNIST [8], une base de données d’images de chiffres
écrits à la main.

Figure 2.3 Réseau de neurones à 1 couche pour MNIST.

En utilisant une image d’entrée de 28×28 pixels (soit 784 neurones d’entrée) et 10 classes de
sortie (soit 10 neurones de sortie), ce réseau de neurones nécessite l’entraînement de 7850
paramètres. Ainsi, il est indispensable d’utiliser une architecture qui réduit le nombre de
connexions tout en conservant une performance satisfaisante. Une des solutions proposées
est le partage des paramètres pour pouvoir implémenter des réseaux de neurones plus
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profonds. C’est pourquoi il est courant de recourir aux réseaux de neurones convolutifs
(Convolutional Neural Network - CNN).

La figure 2.4 présente l’architecture d’un réseau de neurones convolutif et ses principales
composantes.

Figure 2.4 Architecture d’un réseau de neurones convolutif.

Les CNN utilisent de nombreuses copies identiques du même neurone et sont formés par
un empilement de couches consécutives pour extraire les caractéristiques discriminantes
de la classe d’appartenance de l’image.

Les couches de traitement d’un CNN sont :
• Couche de convolution : La couche de convolution est la composante clé d’un

CNN. Elle joue un rôle primordial dans l’analyse des images d’entrée pour identifier la
présence d’un ensemble de caractéristiques. Ce processus est accompli par l’opération
de filtrage par convolution, qui consiste à calculer la somme pondérée des éléments
d’une fenêtre glissante de l’image d’entrée en utilisant un noyau de convolution. La
taille du noyau de convolution correspond au nombre de neurones associés à un
même champ récepteur (zone analysée dans l’image d’entrée). Lors du processus
de convolution, la fenêtre glissante se déplace en fonction d’un paramètre appelé
"pas d’avancement" (stride) qui détermine le nombre d’éléments parcourus à chaque
itération. La sortie de cette couche est appelée carte d’activation (feature map).

La figure 2.5 présente un exemple d’opération de convolution d’une image d’entrée
I de taille (6, 6), correspondant à une matrice de dimensions 6×6, avec un noyau
de convolution K de taille (3, 3), soit une matrice de dimensions 3×3. Le noyau
se déplace avec un pas de déplacement (1, 1), ce qui signifie qu’il se déplace d’un
seul élément dans chaque direction. Cette opération génère une carte d’activation de
taille (4, 4), soit une matrice de taille 4×4.
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Figure 2.5 Exemple illustrant l’opération de convolution.

Il convient de noter que, dans ce contexte spécifique, le terme "convolution" fait
référence à une opération de combinaison pondérée de valeurs de fenêtre glissante.
L’analogie avec la convolution classique en traitement de signaux est pertinente
principalement lorsque les noyaux de convolution présentent une symétrie, ce qui
n’est pas toujours le cas.

• Couche de correction : La couche de convolution est généralement suivie d’une
couche de correction. Cette couche applique une fonction d’activation (p.ex. tanh,
ReLU, etc.) à la sortie de la couche de convolution.

• Couche de sous-échantillonnage (pooling) : La couche de sous-échantillonnage
est utilisée pour réduire la taille de l’image d’entrée et par conséquent réduire le
nombre de paramètres dans le réseau tout en préservant les caractéristiques les plus
importantes, ce qui permet d’accélérer le temps de calcul et de réduire le risque de
sur-apprentissage.

Il existe plusieurs façons d’implémenter l’opération de sous-échantillonnage. Les
opérations les plus couramment utilisées sont le sous-échantillonnage par la valeur
maximale (Max pooling) et le sous-échantillonnage par la valeur moyenne (Average
pooling). La figure 2.6 illustre un exemple de ces deux types d’opérations de sous-
échantillonnage.

Le sous-échantillonnage par la valeur maximale et le sous-échantillonnage par la
valeur moyenne consistent à extraire respectivement la valeur maximale ou moyenne
d’une fenêtre glissante sur l’image d’entrée.

• Couches totalement connectées : Les couches entièrement connectées corres-
pondent à un perceptron multicouche et sont généralement situées à la fin du CNN.
Les cartes d’activations obtenues sont concaténées dans un vecteur par l’opération
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Figure 2.6 Exemple d’opérations de sous-échantillonnage.

d’aplatissement (flattening) et fournies en entrée aux couches entièrement connec-
tées.

Les CNN sont assez performants pour les problèmes d’analyse d’images, notamment la
reconnaissance faciale [38], la reconnaissance de l’écriture manuscrite [47], et le diagnostic
médical [60].

Architecture U-Net

L’architecture U-Net, proposée par Ronneberger et al. en 2015 [71], est une variante des
réseaux de neurones convolutifs adaptée à la segmentation d’images [44, 95]. Elle est par-
ticulièrement utilisée pour la segmentation d’images médicales. La segmentation d’image
consiste à assigner une étiquette à chaque pixel de l’image en fonction de sa classe (par
exemple, les cellules cancéreuses ou les tissus sains dans une image médicale).

Le réseau se compose d’une partie contractante, appelée encodeur, et d’une partie expan-
sive, appelée décodeur, reliées par des connexions de saut (skip connections). L’encodeur
est responsable de l’extraction des caractéristiques de l’image d’entrée, tandis que le dé-
codeur est chargé de la reconstruction de l’image.

L’encodeur est constitué d’un ensemble de couches convolutionnelles qui permettent de
capturer les informations pertinentes de l’image d’entrée. Ce processus d’extraction est réa-
lisé en sous-échantillonnant progressivement les données à l’aide de couches de convolution,
en utilisant le paramètre "pas de déplacement", soit des couches de sous-échantillonnage
par la valeur maximale ou la valeur moyenne. Ainsi, l’encodeur réduit la résolution spatiale
de l’image tout en préservant les caractéristiques essentielles.

Le décodeur, quant à lui, agrandit progressivement l’image, jusqu’à rétablir sa résolution
d’origine. Plusieurs méthodes de suréchantillonnage sont utilisées, telles qu’une couche
de convolution transposée qui applique une opération de convolution inversée sur l’entrée
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en effectuant une multiplication et une sommation élément par élément avec un noyau
de convolution. D’autres méthodes, comme le suréchantillonnage basé sur les plus proches
voisins ou l’interpolation bilinéaire, peuvent également être utilisées. La figure 2.7 présente
ces deux exemples de méthodes de suréchantillonnage.

Figure 2.7 Exemple d’opérations de suréchantillonnage.

Dans le suréchantillonnage basé sur les plus proches voisins, les valeurs sont simplement
dupliquées pour agrandir l’image. En revanche, dans le suréchantillonnage basé sur l’in-
terpolation, une somme pondérée des éléments les proches est calculée pour obtenir les
nouvelles valeurs des pixels.

Les deux parties, à savoir l’encodeur et le décodeur, sont connectées par des connexions de
saut. Ces connexions permettent la préservation de l’information de haute résolution de
l’image d’entrée dans la partie expansive, tout en se focalisant sur les régions d’intérêt de
l’image. Elles fournissent une voie directe pour transmettre les informations des couches
de l’encodeur aux couches correspondantes du décodeur, améliorant ainsi l’apprentissage,
notamment lorsque les architectures sont profondes, et favorisant une convergence plus
rapide [21]. Les deux types de connexions de saut les plus couramment utilisés sont les
connexions par concaténation ou celles par addition.

En plus de leur utilisation répandue dans le domaine de la segmentation d’images médi-
cales, plusieurs travaux ont également tenté d’appliquer les réseaux U-Net à la tâche de
rehaussement de la parole en utilisant des représentations spectro-temporelles en entrée
[32, 13]. En effet, en convertissant le signal temporel de la parole en un spectrogramme,
le rehaussement de la parole peut alors être considéré comme une tâche de segmentation
sémantique d’images. Ces travaux ont montré que les réseaux U-Net peuvent améliorer
significativement la qualité de la parole rehaussée.
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Réseaux de neurones récurrents

Les réseaux de neurones récurrents (Recurrent Neural Network - RNN) sont largement
utilisés pour la modélisation des données séquentielles de longueur variable telles que
des séries temporelles (p.ex. des signaux audio), des textes [2, 22, 84]. Ces réseaux sont
constitués de neurones dans lesquels les informations antérieures peuvent être utilisées
comme entrées, via des états cachés, pour traiter des données séquentielles.

La figure 2.8 illustre l’architecture d’un RNN déplié dans le temps, dans lequel l’état caché
d’un neurone ht−1 au temps t− 1 est réinjecté en entrée de ce même neurone au temps t.

Figure 2.8 Architecture d’un réseau de neurones récurrent.

L’état caché ht et la sortie yt sont calculés comme suit :

ht = f1(Wxhxt +Whhht−1) (2.8)

yt = f2(Whyht) (2.9)

où Wxh, Whh et Why sont les matrices des poids du réseau et f1 et f2 sont des fonctions
d’activation.

Les réseaux récurrents sont particulièrement bien adaptés pour traiter des dépendances
temporelles (signal audio, texte, vidéo). Cependant, leur architecture de base (souvent
appelé vanilla RNN ) [64] présente une difficulté majeure à apprendre à partir de longues
séquences de données en entrée [30]. Pour éviter la disparition ou l’explosion du gradient,
il est possible d’utiliser des unités de mémoire à long terme (Long-Short Term Memory
- LSTM) [30] ou des unités de porte récurrente (Gated Recurrent Unit - GRU) [41]. Ces
architectures sont très performantes dans divers domaines tels que la reconnaissance au-
tomatique de la parole [78], la traduction automatique [81], et la génération des légendes
d’images [35].
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Les réseaux de neurones convolutifs et récurrents ont été largement utilisés dans différents
domaines pour modéliser les dépendances spatiales et temporelles. Toutefois, une autre
famille de réseaux neuronaux, les réseaux à décharges, ont récemment suscité un intérêt
croissant. Cet intérêt est illustré par un concours récemment lancé par Intel, mettant
l’accent sur le rehaussement de la parole [86]. La section suivante se focalise sur une revue
approfondie des réseaux à décharges, en soulignant leurs caractéristiques essentielles et
leur potentiel pour la tâche de rehaussement de la parole.

2.2.3 Réseaux de neurones à décharges
L’un des principaux défis des réseaux de neurones conventionnels est de réduire la consom-
mation énergétique, les ressources computationnelles et le temps de calcul. C’est pourquoi
les chercheurs se sont tournés vers les réseaux de neurones à décharges, également connus
sous le nom de troisième génération de réseaux de neurones [65]. Ces réseaux sont plus
biologiquement plausibles que les réseaux de neurones conventionnels, car ils reproduisent
certaines propriétés des réseaux de neurones biologiques. De plus, les SNN peuvent être
utilisés pour les mêmes applications que les réseaux de neurones artificiels [83].

Une des différences majeures entre les réseaux de neurones conventionnels et les réseaux
de neurones à décharges est que ces derniers intègrent la notion de temps dans leur trai-
tement de données en utilisant des neurones qui communiquent via des signaux binaires
et parcimonieux de manière asynchrone. En outre, les SNN peuvent être mis en œuvre de
manière très efficace dans un processeur neuromorphique, qui est lui-même composé de
neurones reliés par des synapses. Les processeurs neuromorphiques permettent de déployer
des SNN dans des applications du monde réel.

Modèle de neurone à décharges

Les modèles de neurones à décharges sont des modèles mathématiques inspirés des neu-
rones biologiques pour reproduire leur dynamique de traitement de l’information. Ces
modèles sont caractérisés par un potentiel membranaire qui intègre les signaux d’entrée et
génère une décharge lorsqu’un seuil prédéfini est atteint.

La figure 2.9 montre la modélisation d’un neurone à décharges dans un SNN.

Dans la figure 2.9, l’activité présynaptique est modélisée par des signaux temporels d’entrée
x1(t), x2(t) et x3(t) pondérés par des poids synaptiques w1, w2 et w3. Si la somme pondérée
des signaux d’entrée dépasse un seuil prédéfini, le neurone de sortie génère une décharge.
Le signal de sortie y(t) représente un train de décharges, qui est transmis aux neurones
post-synaptiques.
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Figure 2.9 Illustration du neurone à décharges.

Plusieurs modèles de la dynamique neuronale ont été proposés en neuroscience computa-
tionnelle, tels que le modèle de Hodgkin-Huxley [31], le modèle de FitzHugh-Nagumo [26],
le modèle de Morris-Lecar [54], le modèle de Hindmarsh–Rose [29], le modèle de Izhike-
vich [33] et le modèle à intégration et décharge avec fuite [1]. Le choix du modèle à utiliser
dépend du domaine d’application, car il y a un compromis entre plausibilité biologique et
coût computationnel [34].

Modèle à intégration et décharge avec fuite

Le modèle à intégration et décharge avec fuite (Leaky Integrate-and-Fire - LIF) est l’un
des modèles les plus simples pour illustrer l’activité d’un neurone biologique, ce qui en fait
une option populaire pour la modélisation de réseaux de neurones à décharges profonds.
Le modèle a été proposé pour la première fois par Louis Lapicque en 1907 [1].

La dynamique du potentiel membranaire d’un neurone LIF est décrite par l’équation
différentielle suivante :

τmem
dU

dt
= −(U(t)− Urepos) + RI(t) (2.10)

où U(t) représente le potentiel membranaire, Urepos le potentiel membranaire de repos, I(t)
le courant synaptique, τmem = RC la constante de temps, R la résistance membranaire,
et C la capacité membranaire. Le modèle LIF modélise le neurone comme une combinai-
son parallèle d’une résistance R et d’un condensateur de capacité C. L’équation (2.10)
décrit le potentiel membranaire du neurone LIF tant qu’il est en dessous d’un seuil Useuil.
Lorsque ce seuil est atteint ou dépassé, une décharge est générée et le potentiel membra-
naire U(t) est réinitialisé à Urepos. La figure 2.10 illustre un exemple de la dynamique d’un
neurone à décharges LIF, où les impulsions vertes représentent des décharges présynap-
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tiques, les impulsions bleues représentent des décharges postsynaptiques et la courbe en
orange représente le potentiel membranaire postsynaptique.

Figure 2.10 Illustration de la dynamique d’un neurone à décharges LIF.

Chaque décharge présynaptique entraîne une croissance exponentielle du potentiel mem-
branaire postsynaptique. Si le seuil de décharge est atteint, une décharge post-synaptique
est générée et le potentiel membranaire est réinitialisée à Urepos. En l’absence de décharges,
le potentiel membranaire commence à diminuer jusqu’à atteindre sa valeur de repos.

Bien que le modèle LIF ne modélise pas l’impact complet des canaux ioniques sur l’évo-
lution du potentiel membranaire, il est suffisamment précis pour reproduire des taux de
décharges réalistes et décrire la dynamique du potentiel membranaire. Cela en fait une
option pratique pour la modélisation de réseaux de neurones à décharges profonds.

Codage neuronal

Les SNN utilisent des décharges binaires et asynchrones pour communiquer entre les neu-
rones. Cependant, les données du monde réel sont souvent continues, nécessitant ainsi une
étape de codage permettant de convertir ces signaux continus en décharges pouvant ensuite
être traitées par les SNN. Cette sous-section examine brièvement deux des méthodes de
codage neuronal les plus couramment utilisées dans les SNN, soient le codage en instants
de décharges et le codage en taux de décharges.

Le codage en instants de décharges, également connu sous le nom de codage temporel,
consiste à encoder l’information sous forme de décharges à des instants spécifiques dans une
fenêtre temporelle donnée. Cette méthode est sensible au bruit neuronal et peut entraîner
un grand débit de décharges, car chaque échantillon est encodé en une seule décharge.
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Le codage en taux de décharges, également connu sous le nom de codage fréquentiel, est
une autre méthode de codage courante. Cette méthode calcule le nombre de décharges dans
une fenêtre temporelle donnée et l’encode comme une valeur de taux de décharges. Cette
méthode permet de réduire le bruit neuronal en effectuant une moyenne des décharges sur
une période de temps assez longue. Cependant, elle peut également entraîner un grand
débit de décharges.

Codage d’entrée direct

La méthode de codage d’entrée direct consiste à transmettre les données d’entrée conti-
nues directement à la couche d’entrée du SNN [74, 45, 67], sans les encoder en décharges.
Contrairement aux méthodes de codage neuronal précédemment présentées, chaque neu-
rone de la couche d’entrée traite la valeur continu reçue en tant que courant synaptique
(2.10). Cette approche évite le bruit introduit par le codage neuronal et permet une
meilleure précision et une réduction significative du débit de décharges.

L’utilisation du codage d’entrée direct peut offrir de nombreux avantages par rapport aux
méthodes traditionnelles de codage neuronal, tels que la réduction du nombre de décharges
nécessaires pour transmettre une information spécifique, ce qui réduit les besoins de traite-
ment énergétique [67]. De plus, la méthode de codage d’entrée direct permet de préserver
l’information continue d’origine, offrant ainsi une meilleure précision de traitement de
l’information.

Les équations caractérisant la dynamique du SNN sont importantes pour comprendre
les mécanismes sous-jacents de cette approche. Ces équations décrivent l’évolution de la
membrane du neurone, ainsi que la manière dont les impulsions sont générées et transmises
entre les neurones. La prochaine section examinera plus en détail la dynamique du SNN.

Dynamique du réseau de neurones à décharges

Cette section aborde l’utilisation de neurones à intégration et décharge avec fuite pour
modéliser la dynamique d’un réseau de neurones à décharges. Le potentiel membranaire
U

(l)
i (t) d’un neurone LIF d’indice i à la couche l est décrit par l’équation différentielle

suivante :

τmem
dU

(l)
i

dt
= −(U

(l)
i (t)− Urepos) + RI

(l)
i (t) (2.11)

où, de façon similaire à (2.10), τmem représente la constante de temps du potentiel mem-
branaire, Urepos la valeur de repos de la membrane, R la résistance de membrane et I(l)i (t)

le courant synaptique reçu par le neurone d’indice i à la couche l.
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Le train de décharges émises par le neurone est modélisé par une somme d’impulsions de
Dirac :

S
(l)
i (t) =

∑︂
k∈Cl

i

δ(t− tki ) (2.12)

où C l
i représente l’ensemble des décharges émises par le neurone d’indice i à la couche l,

et tki les instants de décharges.

Les décharges passent par les connexions synaptiques et génèrent un courant synaptique
I
(l)
i (t), dont l’équation différentielle est la suivante :

dI
(l)
i

dt
= −I

(l)
i (t)

τsyn
+
∑︂
j

W
(l)
ij S

(l−1)
j (t) +

∑︂
j

V
(l)
ij S

(l)
j (t) (2.13)

où τsyn représente la constante de temps synaptique, W (l)
ij la matrice des poids pour les

connexions de la propagation avant et V
(l)
ij la matrice des poids pour les connexions ré-

currentes. Le premier terme de l’équation représente la fuite du courant synaptique, le
deuxième terme représente la propagation avant avec le train de décharges généré par un
neurone d’indice j à la couche précédente l − 1, S(l−1)

j , pondérés par la matrice des poids
W

(l)
ij , et le troisième terme représente les connexions récurrentes avec le train de décharges

généré par un neurone d’indice j à la couche l, S(l)
j , pondérés par la matrice des poids V (l)

ij .

Les équations différentielles du potentiel membranaire U(t) (2.11) et du courant synap-
tique I(t) (2.13) peuvent être résolues par des méthodes approximatives basées sur la
discrétisation de la variable t. Aussi, ces équations sont résolues sous les hypothèses sui-
vantes : Urepos = 0, R = 1 et Useuil = 1. Les équations de modélisation d’un neurone LIF
sont donc :

I
(l)
i [n+ 1] = αI

(l)
i [n] +

∑︂
j

W
(l)
ij S

(l−1)
j [n] +

∑︂
j

V
(l)
ij S

(l)
j [n] (2.14)

U
(l)
i [n+ 1] = βU

(l)
i [n] + I

(l)
i [n]− UseuilS

(l)
i [n] (2.15)

où α = exp(− ∆t
τsyn

) et β = exp(− ∆t
τmem

) sont des constantes de décroissance pour les
courants synaptiques et les potentiels membranaires respectivement, et ∆t est le pas de
temps.
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La condition de génération des décharges est appliquée en utilisant une fonction d’activa-
tion non linéaire, la fonction d’Heaviside, selon l’équation suivante :

S
(l)
i [n] = Θ(U

(l)
i [n]− Useuil) (2.16)

avec :

Θ(x) =

{︄
1 si x ≥ 0

0 sinon.
(2.17)

L’équation (2.16) montre que les décharges sont générées lorsque le potentiel membranaire
U dépasse le seuil de décharge Useuil.

Les équations de modélisation de la dynamique d’un neurone LIF (2.14) et (2.15) montrent
bien que l’évolution du potentiel membranaire U et du courant synaptique I à un instant
n+1 dépend des entrées (décharges générées par la couche précédente) et de leurs valeurs
précédentes (à l’instant n). Cette propriété de dépendance à court-terme permet d’établir
une équivalence entre les réseaux de neurones à décharges et les réseaux de neurones
récurrents.

Il est à noter que les équations différentielles et les solutions discrètes présentées dans cette
section sont dérivées des travaux de Zenke et al. [55].

La présente section a examiné en détail la dynamique de modélisation d’un SNN. La
section suivante se concentre sur une présentation des méthodes d’apprentissage les plus
utilisées pour les SNN.

Apprentissage

Les paradigmes d’apprentissage des SNN peuvent être regroupés en trois catégories :

• Les méthodes d’apprentissage non supervisé
• Les méthodes de conversion des ANN en SNN
• Les méthodes d’apprentissage supervisé

Une des approches d’apprentissage non supervisé est une loi appelée la plasticité fonction
du temps d’occurrence des impulsions (Spike Timing-Dependent Plasticity - STDP) [5],
qui détermine la force des synapses en fonction de la corrélation temporelle des décharges
neuronales. La STDP permet d’apprendre des motifs fréquents dans les données, mais pas
forcément ceux qui sont pertinents pour résoudre une tâche donnée.
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Une autre approche consiste à entraîner un ANN et à utiliser ensuite les poids appris pour
implémenter un SNN [20]. Cette méthode permet de bénéficier de l’efficacité énergétique
des SNN et de la performance des ANN. Cependant, elle se base sur le codage en taux de
décharges, qui peut générer un grand débit de décharges et entraîner une consommation
d’énergie importante.

Enfin, l’apprentissage supervisé des SNN utilise des algorithmes de rétropropagation de
l’erreur, similaires à ceux utilisés pour les ANN. Cette méthode permet d’entraîner des
architectures profondes de SNN en utilisant des techniques d’optimisation telles que l’ap-
prentissage par le gradient de substitution [55], qui est l’une des méthodes les plus cou-
ramment utilisées dans ce contexte. Les récentes avancées dans l’apprentissage profond ont
montré que cette méthode peut être utilisée pour entraîner des SNN de manière efficace
et précise.

Apprentissage par le gradient de substitution

Les réseaux de neurones conventionnels utilisent généralement un algorithme de rétropro-
pagation de l’erreur pour l’apprentissage. Pendant la phase d’entraînement, une fonction
de coût est utilisée pour mesurer l’écart entre la sortie obtenue et le résultat attendu. Les
poids du réseau sont ensuite ajustés pour minimiser cette fonction de coût, en utilisant les
gradients de la fonction de coût par rapport aux poids.

L’algorithme de rétropropagation utilise des gradients ou dérivées partielles de la fonc-
tion de coût par rapport à chaque poids du réseau pour mettre à jour ce poids selon sa
contribution à l’erreur. Ainsi, il est nécessaire d’utiliser une fonction d’activation dérivable
pour pouvoir ajuster les poids du réseau lors de la rétropropagation. Cependant, les SNN
utilisent des fonctions d’activation non-dérivables, telles que la fonction d’Heaviside (sa
dérivée est nulle partout sauf en 0 où elle est infinie), pour la génération de décharges.
Cela pose un problème lors de la rétropropagation, car les gradients ne peuvent pas être
calculés.

La méthode du gradient de substitution [55] est une technique prometteuse pour résoudre
ce problème. Elle consiste à utiliser une fonction de substitution du gradient calculable
lors de la rétropropagation, tout en conservant la fonction d’Heaviside pour la propagation
avant.

Les équations suivantes présentent quelques exemples de fonctions de substitution de gra-
dient h(x) :



2.2. RÉSEAUX DE NEURONES 27

• Dérivée de la fonction d’arc tangente :

h(x) =
1

π

1

1 + (π|x|β
2
)2

(2.18)

• Dérivée de la fonction sigmoïde :

h(x) = σ(x)(1− σ(x)) (2.19)

• Dérivée de la sigmoïde modifiée (SuperSpike) [104] :

h(x) =
1

(1 + β|x|)2
(2.20)

• Dérivée d’une fonction linéaire par morceaux [24] (Piecewise linear ) :

h(x) = max(0, 1− βx) (2.21)

où β est un paramètre qui contrôle la pente du gradient de substitution.

La représentation graphique des fonctions communes de substitution du gradient est pré-
sentée dans la figure 2.11.

Figure 2.11 Représentation graphique des fonctions de substitution du gra-
dient normalisées.
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La courbe tracée en bleu illustre la dérivée de la sigmoïde modifiée telle qu’énoncée par
Zenke et al. [104], tandis que la courbe en orange représente la dérivée de la sigmoïde.
La courbe en vert est la représentation graphique de la dérivée de l’arc tangente, et enfin,
la courbe en rouge correspond à la dérivée de la fonction linéaire par morceaux, telle
qu’introduite par Esser et al. [24].

La méthode d’apprentissage par le gradient de substitution a été largement utilisée dans la
littérature principalement pour des applications de classification, en raison de sa robustesse
et efficacité [105]. Il serait donc intéressant d’évaluer ses performances pour le problème
de rehaussement de la parole.

2.3 Rehaussement de la parole à l’aide de réseaux de

neurones
2.3.1 Approche générale
Le rehaussement de la parole est une tâche fondamentale dans le domaine du traitement de
la parole. Les réseaux de neurones sont devenus une méthode populaire pour le rehausse-
ment de la parole en raison de leur capacité à apprendre des distributions statistiques des
caractéristiques à partir des données d’apprentissage. Cela permet de rehausser la parole
de manière efficace et précise.

Deux approches principales sont généralement utilisées pour le rehaussement de la parole à
l’aide de réseaux de neurones : l’estimation directe du signal de parole propre et l’estimation
d’un masque binaire ou continu.

Estimation directe

Dans l’approche de l’estimation directe, le réseau de neurones apprend à estimer direc-
tement le signal de parole propre à partir du signal de parole bruité. Dans le domaine
fréquentiel, le signal de parole bruité est transformé en représentations fréquentielles telles
que le spectre de puissance, qui est ensuite utilisé pour estimer directement le signal de
parole propre. Nous présenterons plus bas une des approches permettant d’obtenir une
représentation fréquentielle du signal, soit la transformée de Fourier à court terme.

La Figure 2.12 illustre le processus général de rehaussement de la parole en utilisant un
réseau de neurones avec la méthode d’estimation directe.

Le rehaussement de la parole par la méthode d’estimation directe peut être divisé en trois
phases principales :
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Figure 2.12 Processus général de rehaussement de la parole avec un réseau
de neurones par la méthode d’estimation directe.

1. Extraction de caractéristiques : Dans cette phase, des caractéristiques pertinentes
sont extraites à partir du signal de parole bruité, généralement en utilisant des
techniques de transformation fréquentielle. Le spectre de puissance est l’une des
représentations fréquentielles couramment utilisées.

2. Rehaussement de la parole : Le réseau de neurones utilise les caractéristiques ex-
traites pour estimer directement le signal de parole propre. L’apprentissage se fait
en utilisant des exemples de paires de signaux de parole bruités et propres, afin
d’entraîner le réseau à reproduire le signal de parole propre à partir du signal bruité.

3. Reconstruction de la parole rehaussée : Une fois le signal de parole propre estimé, il
est souvent nécessaire de le reconstruire dans le domaine temporel pour obtenir le
signal de parole rehaussée final. Cela peut être réalisé en inversant les transformations
effectuées lors de l’extraction des caractéristiques, ou en utilisant d’autres méthodes
de reconstruction.

Estimation d’un masque

Dans le problème du rehaussement de la parole, l’estimation d’un masque est une approche
largement adoptée. Elle consiste à entraîner un réseau de neurones pour estimer un masque
binaire ou continu, qui est ensuite appliqué à la représentation de la parole bruitée. Le
masque permet alors essentiellement de retirer les parties qui sont constituées de bruit et
préserver celles qui sont composées de parole, permettant ainsi de rehausser la qualité de
la parole.

La Figure 2.13 présente le schéma général du processus de rehaussement de la parole à
l’aide d’un réseau de neurones en utilisant la méthode d’estimation d’un masque.

Figure 2.13 Processus général de rehaussement de la parole avec un réseau
de neurones par la méthode d’estimation d’un masque.

Les étapes de rehaussement de la parole avec un réseau de neurones par la méthode
d’estimation d’un masque sont similaires à celles de la méthode d’estimation directe. La
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principale distinction entre l’estimation directe et l’estimation d’un masque réside dans
la cible d’apprentissage. Dans la méthode d’estimation directe, la cible d’apprentissage
est une représentation du signal rehaussée. En revanche, dans la méthode d’estimation
d’un masque, le réseau de neurones apprend à estimer un masque (p.ex. le masque binaire
idéal [93], le masque de ratio idéal [79], le masque de ratio idéal complexe [99], etc.). Les
avantages spécifiques de chaque méthode seront détaillés dans la prochaine section.

Comparaison entre l’estimation directe et l’estimation d’un masque

L’estimation directe et l’estimation d’un masque sont deux approches largement utili-
sées pour le problème de rehaussement de la parole en utilisant des réseaux de neurones.
Plusieurs travaux de recherche ont comparé ces deux approches afin de déterminer leurs
avantages respectifs.

Concernant l’estimation d’un masque, des études ont démontré que cette méthode offre
une meilleure intelligibilité de la parole rehaussée [96, 58]. En revanche, la méthode d’es-
timation directe s’est révélée plus robuste aux variations de SNR des signaux bruités
comparativement à la méthode d’estimation d’un masque [40, 106]. Donc, l’application ul-
térieure de l’algorithme de rehaussement de la parole peut être un critère important pour
choisir ce qui est plus important, l’intelligibilité de la parole ou l’élimination de bruit.

Il convient également de noter que le choix de l’approche peut être influencé par l’ar-
chitecture du réseau de neurones utilisé. Par exemple, en termes de performance de re-
haussement, la méthode d’estimation directe a été dépassée par la méthode d’estimation
d’un masque en utilisant un MLP [40, 106]. Toutefois, l’approche d’estimation directe est
plus performante lorsqu’elle est utilisée avec des autoencodeurs convolutionnels tels que le
modèle U-Net, par rapport à l’approche d’estimation d’un masque [56].

De plus, ces deux approches, l’estimation directe et l’estimation d’un masque, peuvent
être réalisées soit dans le domaine temporel, soit dans le domaine fréquentiel. Une des
approches permettant de transformer un signal du domaine temporel vers le domaine
fréquentiel est l’utilisation de la transformée de Fourier à court terme.

Transformée de Fourier à court terme

La transformée de Fourier à court terme (Short-Time Fourier Transform - STFT) est
une méthode de traitement de signal largement utilisée dans le rehaussement de la parole.
Cette technique permet d’analyser le signal de parole dans le domaine fréquentiel tout
en préservant les informations du domaine temporel. Elle consiste à découper le signal de
parole en plusieurs courts segments, appelés fenêtres d’analyse, sur lesquels on applique
une transformation de Fourier pour obtenir une représentation fréquentielle locale de ces
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signaux. Cette représentation permet de visualiser comment les composantes fréquentielles
du signal évoluent dans le temps, ce qui est important, car le bruit affecte souvent certaines
régions de fréquence plus que d’autres, et il peut également évoluer dans le temps en
raison de divers facteurs. En analysant le signal de parole dans le domaine fréquentiel, il
est possible d’identifier et d’isoler ces régions.

La STFT est une méthode rapide et efficace, deux critères importants dans le contexte
du rehaussement de la parole en temps réel, qui est souvent requis dans des applications
réelles telles que les appareils auditifs ou les appareils mobiles.

L’équation de la STFT d’un signal numérique x est :

X[m, k] =
N−1∑︂
n=0

x[n+mH]w[n]e−j 2πnk
N (2.22)

où w est une fenêtre d’analyse de taille N , H est le nombre des pas d’avancement et
X[m, k] est le coefficient de Fourier d’indice k pour la fenêtre temporelle d’indice m. Le
carré du module de la STFT est couramment utilisé pour obtenir une représentation temps-
fréquence appelée spectrogramme. Le spectrogramme est défini par l’équation suivante :

Y [m, k] = |X[m, k]|2 (2.23)

Le spectrogramme permet de visualiser les variations d’énergie pour la bande de fréquence
d’indice k et la fenêtre temporelle d’indice m pour un signal x.

2.3.2 Approches basées sur des réseaux de neurones convention-

nels
Grâce aux avancées de l’apprentissage profond, plusieurs architectures basées sur les ré-
seaux de neurones conventionnels ont été développées et largement utilisées pour le re-
haussement de la parole. Les réseaux de neurones sont capables de modéliser la relation
complexe entre les données d’entrée et les données cibles, même lorsque cette relation est
inconnue. Dans le contexte du rehaussement de la parole, l’objectif est de rehausser un
signal de parole bruité en utilisant une représentation dans le domaine temporel ou une
représentation inversible dans un autre domaine comme entrée d’un réseau de neurones.

L’un des modèles les plus remarquables faisant usage des réseaux de neurones conven-
tionnels est le SEGAN (Speech Enhancement Generative Adversarial Network ) proposé
par Pascual et al. en 2017 [61]. Ce modèle repose sur les réseaux antagonistes génératifs
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(Generative Adversarial Network - GAN) [28] pour améliorer la qualité du signal de parole
dans le domaine fréquentiel. Le SEGAN repose sur un générateur qui utilise un réseau de
neurones convolutif profond pour reconstruire un signal de parole de haute qualité à partir
d’un signal de parole bruité. Simultanément, un discriminateur est entraîné pour distin-
guer les signaux de parole améliorés par le générateur des signaux de parole originaux et
bruités. Ce processus itératif de génération et de discrimination permet au générateur de
s’améliorer progressivement.

Le modèle U-Net, initialement conçu pour la segmentation d’images biomédicales [71], a
également été adapté avec succès pour résoudre d’autres problèmes, y compris le rehaus-
sement de la parole. Par exemple, le Wave-U-Net, proposé par Macartney et al. en 2018
[46], utilise des réseaux de neurones convolutifs pour le rehaussement de la parole dans le
domaine temporel. De même, les travaux de Bulut et al. en 2020 [13] proposent un modèle
U-Net basé sur des réseaux de neurones conventionnels pour le rehaussement de la parole
dans le domaine fréquentiel.

Les réseaux de neurones conventionnels se sont révélés très performants pour le rehaus-
sement de la parole, en s’adaptant à différents rapports signal-à-bruit et types de bruit.
Cependant, leur entraînement requiert d’importantes ressources computationnelles qui
continuent d’augmenter rapidement en raison de l’utilisation de modèles de plus en plus
complexes et profonds. Dans ce contexte, les réseaux de neurones à décharges apparaissent
comme une alternative intéressante pour la mise en œuvre de modèles performants tout
en réduisant la consommation d’énergie.

2.3.3 Approches basées sur des réseaux de neurones à décharges
Les réseaux de neurones à décharges émergent comme une alternative prometteuse aux
réseaux de neurones conventionnels pour le rehaussement de la parole. Leur principal
avantage réside dans leur efficience énergétique et leur plausibilité biologique, en imitant
plus fidèlement le comportement des neurones dans le cerveau humain. Quelques travaux
de recherche se sont penchés sur l’utilisation de différents modèles de SNN pour résoudre
le problème de rehaussement de la parole.

Par exemple, Wall et Glackin [92] ont proposé un SNN à trois couches pour rehausser
un signal de parole bruité en utilisant la méthode basée sur l’estimation d’un masque.
Dans cette approche, les caractéristiques sont extraites en calculant la STFT du signal
d’entrée, puis en utilisant l’algorithme BSA (Bens Spiker Algorithm) [76] pour l’encodage
de l’amplitude de la STFT en décharges. L’objectif est de permettre au SNN de capturer
des relations de corrélation entre les bandes de fréquences du spectrogramme bruité, afin
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d’éliminer les sources de bruit non corrélées, d’où, la qualité de rehaussement obtenue
dépend fortement des propriétés statistiques du bruit. Les signaux de parole utilisés sont
bruités par différents rapports signal-à-bruit de bruit additif blanc gaussien seulement. Ce
travail présente plusieurs limites, notamment l’absence d’algorithme d’apprentissage, une
architecture peu profonde et des conditions de test ne permettant pas de démontrer la
pertinence du modèle dans des situations réelles.

Xing et al. [100] ont également proposé un modèle de SNN à trois couches pour le re-
haussement de la parole en utilisant une approche basée sur l’estimation d’un masque
fréquentiel. Les caractéristiques sont extraites en calculant la STFT du signal d’entrée,
qui est ensuite utilisée comme courant d’entrée pour le SNN. Les signaux de parole utilisés
sont bruités par cinq types de bruits additifs du monde réel. Bien que ce SNN présente des
performances satisfaisantes, son rehaussement repose principalement sur l’élimination des
bruits non corrélés, ce qui limite son efficacité dans des environnements plus complexes.
De plus, aucune règle d’apprentissage spécifique n’a été utilisée dans ce modèle.

Plus récemment, Intel a développé une solution de rehaussement de la parole basée sur les
SNN dans le cadre de sa compétition de rehaussement de la parole utilisant une solution
neuromorphique (Intel Neuromorphic Deep Noise Suppression Challenge - Intel N-DNS
Challenge) [86]. La méthode proposée repose sur l’utilisation d’un réseau neuronal sigma-
delta (Sigma-Delta Neural Network - SDNN) [57] à trois couches basée sur l’estimation
d’un masque fréquentiel. L’amplitude de la STFT codée en delta est utilisée comme entrée
du SNN, qui génère un masque multiplicatif pour calculer la STFT rehaussée. Le SNN est
entraîné en utilisant la méthode du gradient de substitution.

En résumé, peu de travaux de recherche se sont intéressées à l’utilisation des SNN pour le
rehaussement de la parole et ceux qui ont été réalisés présentent certaines limitations. Les
travaux existants se sont principalement concentrés sur des architectures peu profondes.
Cependant, le succès des réseaux de neurones conventionnels repose en partie sur la ca-
pacité à modéliser des architectures profondes capables d’apprendre à partir de vastes
ensembles de données. Il est donc envisageable de s’inspirer des architectures de réseaux
de neurones conventionnels pour concevoir des SNN avec des performances équivalentes.

Conclusion
Ce chapitre de la revue de littérature a abordé plusieurs aspects liés à la problématique du
rehaussement de la parole en utilisant un réseau de neurones à décharges. Il a débuté par la
formulation du problème du rehaussement de la parole, mettant en évidence les défis et les
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enjeux associés à cette tâche. Quelques approches classiques ont été brièvement présentées,
afin de contextualiser les avancées récentes réalisées grâce aux réseaux de neurones.

Une partie importante de ce chapitre a été consacrée à la présentation des réseaux de
neurones. Les bases des réseaux de neurones biologiques ont été évoquées pour mieux
comprendre les fondements de ces modèles computationnels. Ensuite, les architectures
couramment utilisées dans les réseaux de neurones conventionnels ont été exposées, tout
comme les modèles de neurones typiquement employés dans les réseaux de neurones à
décharges.

En poursuivant, le processus général de rehaussement de la parole en utilisant un réseau de
neurones a été expliqué. Les étapes clés de cette méthodologie ont été présentées de manière
à offrir une vue d’ensemble cohérente du sujet. Par la suite, des travaux de recherche
pertinents ont été exposés, mettant l’accent sur le rehaussement de la parole à l’aide d’un
réseau de neurones conventionnel.

Enfin, les travaux spécifiques effectués dans la littérature pour le rehaussement de la
parole en utilisant un réseau de neurones à décharges ont été présentés. Cette approche
prometteuse suscite un intérêt croissant dans la communauté scientifique en raison de ses
capacités à modéliser les comportements de neurones biologiques et à améliorer la qualité
de la parole rehaussée.



CHAPITRE 3

Méthodologie

Le chapitre précédent a abordé le problème du rehaussement de la parole ainsi que plu-
sieurs travaux existants basés sur les réseaux de neurones conventionnels et les réseaux
de neurones à décharges. Les ANN ont été largement utilisés pour résoudre le problème
du rehaussement de la parole. Cependant, malgré le potentiel prometteur des SNN, les
études adoptant cette approche sont limitées et présentent certaines contraintes. Dans ce
contexte, l’objectif de ce projet est de mettre en œuvre et évaluer un modèle de rehausse-
ment de la parole basé sur un SNN, en visant des performances supérieures ou comparables
à celles des méthodes qui n’utilisent pas de SNN.

Le présent chapitre expose la méthodologie adoptée pour mener à bien ce projet de re-
cherche, en s’appuyant sur les travaux existants dans le domaine étudié présentés dans
le chapitre précédent. La première partie de ce chapitre se concentrera sur une présen-
tation approfondie du système de rehaussement de la parole proposé. Nous décrirons en
détail les aspects fondamentaux de ce système, notamment les étapes d’entraînement et
de test qui ont été utilisées. La deuxième partie de ce chapitre portera sur l’architecture
détaillée du réseau de neurones à décharges mis en œuvre. Nous expliquerons en détail
les différentes couches du réseau et les connexions entre elles. De plus, nous fournirons
des informations sur la configuration des couches utilisées. Enfin, la troisième partie de ce
chapitre se concentrera sur la fonction de coût utilisée.

3.1 Système de rehaussement de la parole proposé
Le système de rehaussement de la parole proposé repose sur deux étapes distinctes : une
première étape d’entraînement d’un réseau neuronal à décharges, suivie d’une deuxième
étape de test du réseau neuronal à décharges entraîné afin d’évaluer ses performances.

La Figure 3.1 illustre le flux de travail de l’étape d’entraînement.

L’étape d’entraînement consiste à utiliser un réseau de neurones à décharges dont les
poids sont initialisés de manière aléatoire avec une distribution prédéfinie. Ce réseau est
entraîné sur un ensemble de données préalablement collectées, comprenant notamment des
paires de signaux bruités et propres. L’entraînement vise à mettre à jour itérativement les
poids du réseau en utilisant les gradients calculés lors de la rétropropagation. L’objectif de
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Figure 3.1 Étape d’entraînement d’un réseau de neurones à décharges pour
le rehaussement de la parole.

l’entraînement est d’apprendre au réseau à estimer la représentation du signal de parole
propre à partir de celle du signal bruité.

Dans ce projet, le modèle à intégration et décharge avec fuite [1] est utilisé en raison
de sa capacité à produire une dynamique de décharge satisfaisante pour le contexte de
rehaussement de la parole. De plus, sa simplicité permet une exécution rapide du SNN.
Pour convertir les données d’entrée en décharges, nous avons adopté la méthode de codage
d’entrée directe.

L’étape de test vise à évaluer les performances du réseau de neurones à décharges préala-
blement entraîné. Le flux de travail de cette étape est présenté dans la Figure 3.2.

Figure 3.2 Étape de test d’un réseau de neurones à décharges pour le rehaus-
sement de la parole.

Au cours de cette étape, le réseau est soumis à des données de test distinctes de celles
utilisées lors de l’entraînement. L’objectif est d’évaluer la capacité du réseau à améliorer
la qualité de la parole en réduisant le bruit de fond, et en augmentant l’intelligibilité des
signaux vocaux.

Ces deux étapes constituent le processus central du système de rehaussement de la parole
proposé. L’étape d’entraînement permet d’optimiser les paramètres du réseau neuronal
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à décharges afin qu’il puisse apprendre à rehausser la parole, tandis que l’étape de test
évalue les performances du réseau sur des données de test indépendantes. Le système de
rehaussement de la parole ainsi développé peut être utilisé pour rehausser la qualité de
la parole dans diverses applications, telles que la reconnaissance vocale, les systèmes de
téléphonie ou les plateformes de communication audio.

3.2 Architecture du réseau de neurones à décharges
Le système de rehaussement de la parole implémenté repose sur un SNN en U-Net (voir
section 2.2.2). La Figure 3.3 illustre l’architecture du réseau de neurones à décharges
proposé.

Figure 3.3 Architecture proposée pour le réseau de neurones à décharges
constitué d’un encodeur (sections en bleues) et d’un décodeur (sections en
orange).

Les dimensions des données au sein du réseau de neurones à décharges sont formellement
exprimées selon la notation c × w × h, où c symbolise le nombre de canaux, w est as-
socié à l’axe fréquentiel, et h reflète l’axe temporel. Cette convention permet de définir
rigoureusement la structure des données en spécifiant le nombre de canaux, la largeur
dans le domaine fréquentiel, et la hauteur dans le domaine temporel. Ces conventions sont
couramment adoptées dans le domaine de l’apprentissage profond pour représenter des
données multidimensionnelles.

Le réseau de neurones à décharges utilisé est basé sur l’architecture U-Net, un modèle
fréquemment utilisé pour les tâches de segmentation et de reconstruction d’images mé-
dicales. L’architecture se compose de deux parties principales, à savoir l’encodeur et le
décodeur, qui permettent d’extraire les caractéristiques pertinentes du signal bruité et de
reconstruire le spectre de puissance logarithmique (Logarithmic Power Spectrum - LPS)
rehaussé.
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La première partie du réseau, l’encodeur (sections en bleues), traite la représentation
en entrée qui est le spectre de puissance logarithmique du signal bruité. Ce spectre de
puissance est soumis à des opérations de convolution, qui consistent à filtrer le signal pour
détecter des motifs et des caractéristiques spécifiques. Chaque couche de convolution est
suivie d’une couche de neurones à décharges LIF, qui génèrent des décharges binaires en
réponse au courant synaptique d’entrée. Dans cette architecture, l’encodeur comprend huit
couches de convolution, permettant ainsi une extraction progressive des caractéristiques
du signal bruité. La réduction de dimension se réalise grâce aux paramètres de convolution,
et au pas d’avancement, qui réduit progressivement la taille des caractéristiques extraites
lorsque sa valeur est supérieure à 1.

La deuxième partie du réseau est le décodeur (sections en orange). Chaque couche du
décodeur reçoit à la fois la sortie de la couche précédente et la sortie correspondante de la
couche symétrique de l’encodeur, grâce à des connexions de sauts basées sur la concaténa-
tion. Cette connexion symétrique permet au décodeur d’accéder aux informations de bas
niveau provenant de l’encodeur, aidant ainsi à reconstruire le spectre de puissance loga-
rithmique rehaussé. La dernière couche du décodeur est une couche de neurones LIF qui
génère une sortie continue correspondant au spectre de puissance logarithmique rehaussé.
Cette couche ne génère pas de décharges, ce qui garantit une représentation continue et
lisse du spectre de puissance rehaussé.

Le tableau 3.1 présente la configuration des différentes couches du modèle proposé, indi-
quant le nombre de noyaux, la taille des noyaux, le pas d’avancement et la taille de la
sortie pour chaque couche. En effet, chaque couche de convolution est composée de Cout

noyaux de convolution, où chaque noyau est représenté par une matrice de taille (k1, k2).
Lors de la propagation avant, chaque noyau se déplace progressivement d’un pas (s1, s2),
ce qui signifie qu’il se déplace de s1 éléments dans la dimension verticale et de s2 éléments
dans la dimension horizontale. Ainsi, une entrée de taille (Cin, Hin, Win) est soumise à
une succession de noyaux de convolution, permettant ainsi d’obtenir une sortie de taille
(Cout, Hout, Wout), avec :

• Cin, Cout représentent respectivement le nombre de canaux de l’image d’entrée et le
nombre de canaux produits par la convolution. À la première couche du réseau, Cin

est égal à 1 car la LPS est une représentation à deux dimensions.
• Hin, Hout représentent respectivement la hauteur de la carte d’activation d’entrée

et la hauteur de la carte d’activation de sortie, correspondant ainsi à la dimension
verticale. À la première couche du réseau, Hin est égal au nombre de bandes de
fréquence de la LPS d’entrée.
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• Win, Hout représentent respectivement la largeur de la carte d’activation d’entrée
et la largeur de la carte d’activation de sortie, correspondant ainsi à la dimension
horizontale. À la première couche du réseau, Win est égal au nombre de fenêtres
temporelles de la LPS d’entrée.

Il est à noter que les dimensions de sortie sont calculées en fonction des dimensions d’entrée
et des paramètres de la couche de convolution.

Tableau 3.1 Configuration des couches du modèle proposé.
Nombre de Taille de

Couche noyaux noyaux Pas d’avancement Taille de la sortie
E1 64 (7, 5) (2, 1) (64, 128, 251)
E2 128 (7, 5) (2, 1) (128, 64, 251)
E3 256 (7, 5) (2, 1) (256, 32, 251)
E4 512 (5, 5) (2, 1) (512, 16, 251)
E5 512 (5, 5) (2, 2) (512, 8, 126)
E6 512 (3, 3) (2, 2) (512, 4, 63)
E7 512 (3, 3) (2, 2) (512, 2, 32)
E8 512 (3, 3) (2, 2) (512, 1, 16)
D1 512 (3, 3) (1, 1) (512, 2, 32)
D2 512 (3, 3) (1, 1) (512, 4, 63)
D3 512 (3, 3) (1, 1) (512, 8, 126)
D4 512 (5, 5) (1, 1) (512, 16, 251)
D5 512 (5, 5) (1, 1) (256, 32, 251)
D6 256 (7, 5) (1, 1) (128, 64, 251)
D7 128 (7, 5) (1, 1) (64, 128, 251)
D8 64 (7, 5) (1, 1) (1, 256, 251)

L’architecture proposée comprend huit couches d’encodage, E1 à E8, et huit couches de
décodage, D1 à D8. Les couches d’encodage capturent les caractéristiques pertinentes de
l’entrée, tandis que les couches de décodage reconstruisent le LPS rehaussé.

Les couches d’encodage ont des configurations similaires, avec une augmentation du nombre
de noyaux et une réduction de la taille spatiale de la sortie à chaque couche successive.
Les couches d’encodage initiales (E1 à E3) ont des noyaux de taille (7, 5), suivies des
couches d’encodage subséquentes (E4 à E8) avec des noyaux de taille (5, 5) et (3, 3). Le
pas de déplacement dans les deux directions est de (2, 1) pour les couches E1 à E4, et il
est de (2, 2) pour les couches E5 à E8. Ce paramètre de pas de déplacement permet de
sous-échantillonner les données en réduisant de moitié les dimensions correspondantes du
produit de convolution.
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Les couches de décodage ont des configurations similaires aux couches d’encodage cor-
respondantes, mais en sens inverse. Les couches de décodage initiales, D1 à D3, ont des
noyaux de taille (3, 3) et un pas de déplacement de (1, 1), tandis que les couches de dé-
codage subséquentes, D4 à D8, utilisent des noyaux de taille (5, 5) et (7, 5) avec un pas
de déplacement de (1, 1). Afin d’augmenter la taille des données d’une couche à l’autre,
la méthode de suréchantillonnage par les plus proches voisins est employée.

Il est à noter que cette architecture du réseau de neurones à décharges est inspirée des
travaux de Bulut et al. [13] qui portaient sur le rehaussement à l’aide de réseaux de
neurones conventionnels. Nous nous sommes inspirés de ces travaux pour optimiser notre
approche.

Cette section a présenté en détails l’architecture proposée ainsi que la configuration des
couches du réseau. Les prochaines section présenteront la fonction de coût utilisé ainsi que
la fonction de gradient de substitution pour la rétropropagation de l’erreur.

3.3 Fonction de coût
La fonction de coût utilisée est la distance spectrale logarithmique (Log-Spectral Distance
- LSD), comme définie dans [13] :

LLSD =
1

M

M−1∑︂
m=0

⌜⃓⃓⎷ 1

K

K−1∑︂
k=0

(X[m, k]− X̂[m, k])2 (3.1)

où X[m, k] et X̂[m, k] représentent respectivement le spectre de puissance logarithmique
propre et celui estimé, avec m l’indice de la fenêtre et k l’indice de la bande de fréquence.

Conclusion
Ce chapitre a exposé un système de rehaussement de la parole fondé sur un réseau de
neurones à décharges, en fournissant une description détaillée de l’architecture du réseau
proposé ainsi que de la configuration de ses différentes couches. La fonction de coût em-
ployée dans notre approche a également été indiquée.

Le chapitre suivant sera dédié à la description rigoureuse des conditions expérimentales
établies pour évaluer et comparer l’efficacité de l’approche proposée.



CHAPITRE 4

Conditions expérimentales

Ce chapitre expose les conditions expérimentales relatives à l’entraînement et au test du
modèle proposé, en complément de la méthodologie présentée dans le chapitre précédent.
La première section se concentre sur une présentation détaillée de la base de données uti-
lisée, mettant en évidence ses caractéristiques et son contenu. La deuxième section décrit
en profondeur les étapes de prétraitement des données, expliquant les techniques appli-
quées pour préparer les données brutes en vue de l’entraînement du réseau de neurones à
décharges. La configuration d’entraînement est ensuite présentée dans la troisième section,
où les méthodes d’initialisation des paramètres du modèle et les stratégies d’optimisation
sont détaillés. La quatrième section expose les métriques d’évaluation utilisées pour éva-
luer la performance du modèle, en soulignant leur pertinence et leurs objectifs. Enfin, la
dernière section aborde les aspects d’implémentation, fournissant des informations sur les
bibliothèques utilisées, ainsi que les spécifications du matériel informatique utilisé pour les
expériences.

4.1 Base de données
Dans le cadre de ce projet, une base de données publiquement disponible [89, 88] a été uti-
lisée. Cette base de données regroupe des signaux de parole propres ainsi que bruités. Les
données de parole utilisées ont été extraites du corpus Voice Bank Corpus [91] et sont équi-
tablement réparties en fonction du genre des locuteurs anglophones. Les enregistrements
de phrases ont été échantillonnés à une fréquence de 48 kHz.

L’ensemble d’entraînement de cette base de données comprend environ 10 heures de si-
gnaux de parole provenant de 28 locuteurs. Les signaux propres ont été bruités avec 10
types de bruit distincts, associés à des valeurs de SNR de 15, 10, 5 et 0 dB. Parmi ces
types de bruit figurent deux enregistrements de bruit artificiel, ainsi que huit enregistre-
ments de bruit réel provenant de la base de données DEMAND (Diverse Environments
Multi-channel Acoustic Noise Database) [85]. Pour constituer l’ensemble de validation,
des échantillons ont été sélectionnés aléatoirement à partir de l’ensemble d’entraînement.
Quant à l’ensemble de test, il se compose de 30 minutes de signaux de parole provenant de
deux locuteurs, auxquels ont été ajoutés cinq types de bruit réel provenant de la base de
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données DEMAND, avec des valeurs de SNR fixées à 17,5, 12,5, 7,5 et 2,5 dB. L’ensemble
des données de test ne sont pas compris dans les données d’entraînement.

Cette base de données offre donc une diversité de signaux de parole bruités et propres,
ainsi qu’une variation des niveaux de SNR. Cela permettra d’évaluer efficacement l’effica-
cité du réseau de neurones à décharges proposé pour le rehaussement de la parole dans
différentes conditions expérimentales. Toutefois, il convient de noter qu’une série d’étapes
de traitement est nécessaire pour préparer les données en vue de leur utilisation par un
réseau de neurones. Ces étapes seront abordées dans la section suivante.

4.2 Prétraitement des données
Cette section aborde le prétraitement des données, une étape essentielle du processus de
rehaussement de la parole à l’aide d’un réseau de neurones à décharges. Les données sont
préalablement sous-échantillonnées à une fréquence de 16 kHz. Une durée prédéfinie de 4
secondes est attribuée aux signaux d’entrée [15, 103], tout en notant que cet hyperpara-
mètre peut être optimisé. Si la durée du signal dépasse cette limite, seul le premier segment
est sélectionné, tandis que si elle est inférieure, le signal est concaténé à lui-même jusqu’à
atteindre la longueur prédéfinie.

Ensuite, une transformation de Fourier à court terme est appliquée en utilisant une fe-
nêtre d’analyse de 30 ms avec un chevauchement de 16 ms. Cette transformation permet
d’analyser le signal dans le domaine fréquentiel et d’obtenir une représentation en termes
de puissance spectrale.

Par la suite, une transformation logarithmique est effectuée en calculant le logarithme de
la puissance de l’amplitude résultant de la transformation de Fourier. La figure 4.1 illustre
clairement l’effet bénéfique de cette transformation, en améliorant la représentation des
variations d’amplitude du signal dans le domaine fréquentiel. Cette amélioration facilite
la distinction des caractéristiques pertinentes pour la tâche de rehaussement de la parole.

Enfin, les données d’entrée sont normalisées en utilisant les métadonnées obtenues à partir
des signaux bruités présents dans l’ensemble d’entraînement, à savoir la moyenne et l’écart-
type. Cette normalisation vise tout d’abord à assurer la stabilité numérique durant la phase
d’entraînement, évitant ainsi des problèmes liés aux gradients tels que l’explosion et la
fuite des gradients. De plus, mettre à l’échelle les données pour qu’elles aient une variance
unitaire, favorise une convergence plus rapide du modèle pendant la phase d’entraînement.

L’approche de prétraitement présentée assure que les signaux d’entrée ont une durée uni-
forme et sont représentés de manière appropriée pour être utilisés par le réseau de neurones.
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Figure 4.1 Exemple de calcul du logarithme de la puissance de l’amplitude
de la STFT d’un signal de parole.

De plus, la normalisation des données atténue l’impact du bruit et garantit une conver-
gence plus stable du modèle pendant la phase d’entraînement. La section suivante présente
la configuration d’entraînement utilisée.

4.3 Configuration d’entraînement
Cette section présente la configuration utilisée pour entraîner le réseau de neurones à
décharges proposé. Le choix des paramètres de configuration découle d’une série d’ex-
périmentations préliminaires approfondies. L’objectif était de déterminer les valeurs les
plus appropriées pour l’apprentissage du réseau de neurones à décharges implémenté, afin
d’optimiser les performances de rehaussement de la parole.

Tout d’abord, la fonction du gradient de substitution utilisée est la dérivée de la fonction
arc tangente (voir section 2.2.3). Rappelons que la méthode du gradient de substitution
permet d’utiliser la rétropropagation de l’erreur pour l’entraînement d’un SNN. Aussi,
l’algorithme d’optimisation choisi est Adam [39], un algorithme largement adopté dans le
domaine de l’apprentissage profond. Les paramètres spécifiques suivants ont été choisis :
un taux d’apprentissage de 0.002, un paramètre β égal à (0.5, 0.9), une taille de lot de 32
et un nombre d’itérations d’entraînement de 60.

Les poids des couches de convolution, qui jouent un rôle crucial dans la représentation des
caractéristiques de la parole, sont initialisés en utilisant une distribution gaussienne. La
distribution a une moyenne de 0 et un écart type de 0.2.

Concernant les neurones LIF utilisés pour modéliser le comportement neuronal, leurs taux
de décroissance et leurs seuils de décharge sont également initialisés à l’aide d’une distri-
bution gaussienne. Le taux de décroissance est initialisé avec une moyenne de 0.05 et un
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écart type de 0.01, tandis que le seuil de décharge est initialisé avec une moyenne de 1 et
un écart type de 0.01.

La section suivante présentera les métriques utilisées pour évaluer la performance obtenue.

4.4 Métriques d’évaluation
Le présent travail fait appel à trois différentes métriques objectives afin d’évaluer les per-
formances de l’approche proposée : l’évaluation perceptive de la qualité de la parole (Per-
ceptual Evaluation of Speech Quality - PESQ), l’intelligibilité objective à court terme
(Short-Time Objective Intelligibility - STOI) et la note moyenne d’opinion de suppression
de bruit profond (Deep Noise Suppression Mean Opinion Score - DNSMOS).

4.4.1 Évaluation perceptive de la qualité de la parole
L’évaluation perceptive de la qualité de la parole joue un rôle essentiel dans l’évaluation
de l’efficacité des systèmes de rehaussement de la parole. Parmi les métriques largement
utilisées dans ce domaine, on retrouve le PESQ [70]. Le PESQ est une métrique objective
permettant de prédire la qualité perçue de la parole par un auditeur. Il se base sur une
analyse psychoacoustique visant à évaluer les aspects perceptuels de la parole, tels que la
fidélité et la clarté. Le PESQ attribue ensuite un score de qualité à la parole rehaussée,
sur une échelle allant de -0.5 à 4.5, où une valeur plus élevée indique une meilleure qualité
perçue.

Il convient de noter que bien que le PESQ soit un indicateur objectif couramment utilisé,
il présente certaines limites. En effet, il se concentre principalement sur l’évaluation de
la qualité de la parole dans un système de télécommunication, ce qui peut limiter sa
représentativité en termes d’intelligibilité de la parole.

4.4.2 Intelligibilité objective à court terme
L’évaluation de l’intelligibilité de la parole revêt une importance primordiale lorsqu’il s’agit
d’évaluer l’amélioration de la compréhensibilité de la parole dans un système de rehausse-
ment. Parmi les métriques couramment utilisées à cet effet, le STOI [82] occupe une place
prépondérante. Le STOI mesure la corrélation spectrale à court terme entre la parole re-
haussée et la parole propre, fournissant ainsi une estimation de la proportion de contenu
informationnel préservée après le rehaussement de la parole. Le STOI attribue un score
de qualité à la parole rehaussée, sur une échelle allant de 0 à 1, où une valeur plus élevée
indique une meilleure qualité en terme d’intelligibilité.
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4.4.3 Note moyenne d’opinion de suppression du bruit profond
Une autre métrique employée dans le cadre de ce projet est le DNSMOS [68], un estimateur
développé par Microsoft en 2022 dans le cadre de leur compétition sur la suppression du
bruit (Deep Noise Suppression - DNS). Le DNSMOS est basé sur un réseau de neurones
conventionnel. Il évalue la qualité du rehaussement de la parole en prédisant les notes
basées sur les aspects suivants : la qualité du signal de parole (speech quality - SIG), le
bruit de fond (background noise quality - BAK), et la qualité globale de la parole rehaussée
(overall audio quality - OVRL). Les scores attribués varient de 1 à 5, une valeur plus élevée
indiquant une performance supérieure de l’algorithme de rehaussement évalué.

Il est important de noter que cette métrique est relativement récente, ce qui limite le
nombre d’études disponibles utilisant un réseau de neurones et évaluant leurs modèles
à la fois avec la base de données décrite dans la section 4.1 et la métrique DNSMOS.
Par conséquent, les résultats de cette étude seront précieux pour enrichir la littérature
scientifique existante dans ce domaine et fournir de nouvelles perspectives sur l’évaluation
des performances des modèles de rehaussement de la parole.

4.5 Implémentation
4.5.1 Bibliothèques de programmation
Le présent travail de recherche a été mis en œuvre en utilisant le langage de programmation
Python 1. La version utilisée est Python 3.9. Les bibliothèques de programmation utilisées,
leurs noms respectifs et leurs versions correspondantes sont répertoriés dans le Tableau
4.1.

Ces bibliothèques offrent des fonctionnalités essentielles et des outils nécessaires pour la
manipulation et l’analyse des données audio, l’entraînement et l’exécution de modèles
de réseaux de neurones conventionnels ou à décharges, ainsi que pour l’évaluation des
performances des algorithmes proposés.

4.5.2 Matériel utilisé
Dans le cadre de ce projet, les modèles de réseaux neuronaux utilisés ont été entraînés en
exploitant les ressources du superordinateur Béluga 2, mis à disposition par l’Alliance de
recherche numérique du Canada.

Le superordinateur Béluga est caractérisé par une architecture de pointe, comprenant
des processeurs multi-cœurs et des unités de traitement graphique (Graphics Processing

1. https://www.python.org/
2. https://docs.alliancecan.ca/wiki/Beluga

https://www.python.org/
https://docs.alliancecan.ca/wiki/Beluga
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Tableau 4.1 Bibliothèques de programmation.

Nom Version
comet_ml 3.31.15

librosa 0.9.2
numpy 1.21.0

onnxruntime 1.12.1
pesq 0.0.4

pystoi 0.3.3
seaborn 0.12.2
soundfile 0.11.0

speechbrain 0.5.13
torch 1.13.1

torchaudio 0.13.1
tqdm 4.64.1

Unit - GPU) hautement performantes. Cette configuration matérielle permet d’exploiter
pleinement le potentiel de calcul parallèle offert par les réseaux neuronaux, ce qui accélère
significativement le processus d’entraînement.

Conclusion
Dans le présent chapitre, nous avons exposé en détail les conditions expérimentales adop-
tées pour l’entraînement et l’évaluation du modèle proposé. Différents aspects cruciaux
ont été abordés, notamment les caractéristiques de la base de données utilisée, les étapes
de prétraitement des données, la configuration de l’entraînement, les métriques d’évalua-
tion, ainsi que les spécifications de mise en œuvre, telles que les bibliothèques Python et
le matériel utilisé.

Les conditions expérimentales établies ont permis d’offrir un cadre rigoureux pour l’éva-
luation de l’approche proposée. Le chapitre subséquent sera consacré à la présentation
des résultats obtenus au moyen de ces conditions. Ces résultats permettront d’évaluer
l’efficacité de notre approche et de formuler des conclusions significatives quant à ses per-
formances et à son potentiel pour résoudre le problème du rehaussement de la parole.



CHAPITRE 5

Résultats

Ce chapitre présente les résultats obtenus lors de l’évaluation de la performance du SNN
proposé pour le rehaussement de la parole. Tout d’abord, une série d’expériences variées est
entreprise afin d’analyser l’impact de différents paramètres sur les performances du modèle,
offrant ainsi une compréhension approfondie de son comportement et de ses limites. Cette
approche permet d’éclairer les facteurs clés qui influencent l’efficacité du rehaussement de
la parole à l’aide d’un réseau de neurones à décharges. Par la suite, les avancées réalisées
par notre approche sont mises en évidence en comparant nos résultats avec ceux de l’état
de l’art.

5.1 Étude des effets de différents paramètres
Cette section vise à étudier les effets de divers paramètres sur le rehaussement de la
parole en utilisant le réseau de neurones à décharges proposé. Les paramètres suivants sont
examinés afin d’évaluer leur influence sur les performances du système de rehaussement
proposé :

1. Fonction de coût : cette partie analyse l’impact de différentes fonctions de coût sur
les performances du modèle proposé. Des fonctions de coût largement utilisées dans
le domaine du rehaussement de la parole telles que la LSD, la MSE (Mean Square
Error) et la SI-SNR (Scale-Invariant Signal-to-Noise Ratio) sont comparées afin de
déterminer celle qui favorise un meilleur rehaussement de la parole en utilisant un
SNN.

2. Entraînement des paramètres neuronaux : cette partie étudie l’effet de l’entraînement
des paramètres des neurones LIF sur la performance du système proposé, à savoir
les constantes de temps et le seuil de décharge.

3. Méthode de sous-échantillonnage : cette partie évalue l’effet des méthodes de sous-
échantillonnage. Les méthodes de sous-échantillonnage par convolution, par valeur
maximale et par valeur moyenne sont comparées.

4. Méthode de suréchantillonnage : cette partie examine l’impact des méthodes de
suréchantillonnage. Les méthodes de suréchantillonnage par les plus proches voisins
et par interpolation bilinéaire sont comparées.
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5. Type de connexions de saut : cette partie étudie l’influence du type de connexions
de saut, à savoir l’addition ou la concaténation.

6. Ajout d’un bloc résiduel : cette partie analyse l’effet de l’ajout d’un ou de deux blocs
résiduels dans l’architecture du réseau de neurones.

5.1.1 Fonction de coût
Cette section vise à analyser les effets de trois fonctions de coût différentes, à savoir LSD,
MSE et SI-SNR. Les résultats obtenus sont présentés dans le Tableau 5.1.

Tableau 5.1 Résultats de l’étude de l’effet de la fonction de coût.
DNSMOS

Système PESQ STOI OVRL SIG BAK
LSD 2.66 0.92 2.81 3.13 3.85
MSE 2.59 0.92 2.79 3.11 3.84

SI-SNR 1.63 0.81 1.88 2.06 3.97

Les résultats de cette étude mettent en évidence une légère supériorité de la fonction de
coût LSD par rapport à la fonction de coût MSE, pour toutes les métriques à l’exception du
STOI où les deux fonctions de coût donnent des valeurs égales. En revanche, la fonction de
coût SI-SNR affiche des résultats inférieurs à ceux obtenus avec LSD et MSE, à l’exception
du score BAK qui présente une légère amélioration.

Il est important de souligner que la fonction de coût utilisée pour l’approche présentée
dans le chapitre 3 et évaluée dans la section 5.2.2 est la fonction de coût LSD.

5.1.2 Entraînement des paramètres neuronaux
Cette section a pour objectif d’analyser l’effet de l’entraînement des paramètres neuronaux,
à savoir les constantes de temps et le seuil de décharge (voir section 2.2.3 du chapitre 2),
sur les performances du réseau. Les résultats obtenus sont présentés dans le Tableau 5.2.

Tableau 5.2 Résultats de l’étude de l’effet d’entraînement des paramètres
neuronaux.

DNSMOS
Système PESQ STOI OVRL SIG BAK

Avec entraînement des paramètres neuronaux 2.66 0.92 2.81 3.13 3.85
Sans entraînement des paramètres neuronaux 2.53 0.92 2.82 3.16 3.81
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L’analyse des résultats révèle que l’optimisation des paramètres neuronaux conduit à des
améliorations significatives en termes de PESQ et BAK, des valeurs similaires pour STOI,
et une légère diminution pour SIG et OVRL.

Il est important de souligner que pour les résultats d’expérimentations présentées dans la
section 5.2.2, l’entraînement des paramètres neuronaux est effectuée.

5.1.3 Méthode de sous-échantillonnage
Dans cette section, une étude est menée pour évaluer les effets associés à la méthode de
sous-échantillonnage utilisée pour réduire la taille de l’ensemble de données au niveau
de la partie de l’encodeur de l’architecture U-Net. Plus précisément, l’influence de deux
approches distinctes est examinée : l’utilisation d’une couche de convolution avec un pa-
ramètre de pas d’avancement égal à 2, réduisant ainsi la taille des données d’entrée de
moitié à chaque couche, ou l’emploi d’une couche de sous-échantillonnage basée sur la
valeur maximale ou moyenne (voir section 2.2.2). Les couches de sous-échantillonnage ont
pour objectif principal de réduire progressivement la résolution des caractéristiques en en-
trée, tout en conservant les informations les plus pertinentes. Cela est réalisé en calculant
la valeur maximale ou moyenne de l’entrée à l’aide d’une fenêtre glissante. Les résultats
obtenus sont présentés dans le Tableau 5.3.

Tableau 5.3 Résultats de l’étude de l’effet de la méthode de sous-
échantillonnage.

DNSMOS
Système PESQ STOI OVRL SIG BAK

Sous-échantillonnage par convolution 2.66 0.92 2.81 3.13 3.85
Sous-échantillonnage par valeur maximale 2.13 0.89 2.61 2.93 3.79
Sous-échantillonnage par valeur moyenne 1.82 0.86 2.43 2.73 3.74

L’analyse des résultats démontre que le sous-échantillonnage par convolution présente une
performance supérieure à celle obtenue avec la couche de sous-échantillonnage basée sur
la valeur maximale. De plus, le sous-échantillonnage par la valeur maximale se révèle plus
performante que celui par la valeur moyenne, selon toutes les métriques évaluées.

Il est à noter que la méthode de sous-échantillonnage utilisée pour l’approche présentée
dans le chapitre 3 et évaluée dans la section 5.2.2 est le sous-échantillonnage par convolu-
tion.
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5.1.4 Méthode de suréchantillonnage
Cette section se focalise sur l’investigation de l’impact de la méthode de suréchantillonnage
visant à augmenter la taille de l’ensemble de données au niveau de la partie du décodeur de
l’architecture U-Net. Plus spécifiquement, la méthode basée sur les plus proches voisins et
celle basée sur l’interpolation bilinéaire (voir section 2.2.2). La méthode basée sur les plus
proches voisins consiste à dupliquer chaque élément de l’entrée en utilisant la valeur du
pixel le plus proche. En d’autres termes, chaque pixel est répété pour augmenter la taille de
l’ensemble de données. En revanche, la méthode basée sur l’interpolation bilinéaire calcule
une moyenne pondérée des quatre éléments les plus proches dans l’entrée pour générer de
nouveaux pixels. Il convient de noter que la méthode de convolution transposée n’a pas été
testée, car elle est connue pour provoquer des artéfacts en damier (checkerboard artifacts)
[59]. Les résultats de cette analyse sont présentés dans le Tableau 5.4.

Tableau 5.4 Résultats de l’étude de la méthode de suréchantillonnage.
DNSMOS

Système PESQ STOI OVRL SIG BAK
Plus proche voisin 2.66 0.92 2.81 3.13 3.85

Interpolation bilinéaire 2.49 0.92 2.78 3.11 3.81

Les résultats obtenus mettent en évidence que la méthode de suréchantillonnage avec les
plus proches voisins se distingue par des performances supérieures pour l’ensemble des
métriques évaluées, à l’exception de STOI, qui est identique pour les deux approches.

Il est à souligner que la méthode de suréchantillonnage utilisée pour l’approche présentée
dans le chapitre 3 et évaluée dans la section 5.2.2 est le suréchantillonnage par les plus
proches voisins.

5.1.5 Type de connexions de saut
Cette section examine l’impact du type de connexions de saut (voir section 2.2.2), à savoir
la concaténation ou l’addition, sur les performances du système. Les connexions de saut
facilitent la transmission d’informations entre l’encodeur et le décodeur de l’architecture U-
Net, favorisant ainsi une convergence plus rapide et une stabilité accrue de l’apprentissage.
Les résultats obtenus sont présentés dans le Tableau 5.5.

L’analyse des résultats révèle que l’utilisation de connexions de saut basées sur la conca-
ténation conduit à des améliorations significatives des performances. Cette observation
suggère que la concaténation des caractéristiques extraites à différents niveaux du réseau
enrichit les représentations et favorise une amélioration plus efficace de la parole rehaussée
par rapport à l’addition.
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Tableau 5.5 Résultats de l’étude de l’effet du type de connexions de saut.
DNSMOS

Système PESQ STOI OVRL SIG BAK
Concaténation 2.66 0.92 2.81 3.13 3.85

Addition 2.51 0.91 2.74 3.05 3.83

Le type de connexions de saut utilisé pour l’approche présentée dans le chapitre 3 et
évaluée dans la section 5.2.2 est la concaténation.

5.1.6 Ajout d’un bloc résiduel
Dans cette section, nous procédons à une analyse des effets de l’ajout d’un ou de deux
blocs résiduels dans le modèle proposé. L’incorporation d’un bloc résiduel est une méthode
largement utilisée dans la littérature pour favoriser une propagation efficace des informa-
tions et atténuer les problèmes de rétropropagation du gradient, tels que la disparition ou
l’explosion du gradient [25]. La Figure 5.1 illustre l’architecture du réseau de neurones à
décharges avec un bloc résiduel inséré entre l’encodeur et le décodeur.

Figure 5.1 Architecture du réseau de neurones à décharges proposé avec un
bloc résiduel.

Les résultats pertinents issus de cette étude sont présentés dans le Tableau 5.6.

Tableau 5.6 Résultats de l’étude de l’effet d’ajout d’un bloc résiduel.
DNSMOS

Système PESQ STOI OVRL SIG BAK
Sans bloc résiduel 2.66 0.92 2.81 3.13 3.85

Avec un bloc résiduel 2.59 0.92 2.82 3.16 3.83
Avec deux blocs résiduels 2.65 0.92 2.79 3.11 3.85
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Les résultats obtenus mettent en évidence que l’incorporation d’un bloc résiduel ne conduit
pas à une amélioration significative de la performance, à l’exception d’une légère augmen-
tation observée pour les métriques OVRL et SIG. De manière similaire, l’ajout de deux
blocs résiduels ne présente aucune amélioration notable de la performance. Ces résultats
suggèrent que l’ajout de blocs résiduels ne contribue pas de manière significative à l’amé-
lioration de la qualité de la parole rehaussée pour le modèle proposé.

Il est à indiquer que l’architecture proposée dans le chapitre 3 et évaluée dans la section
5.2.2 ne comprend pas de bloc résiduel.

5.2 Comparaison à l’état de l’art
5.2.1 Systèmes de comparaison
Cette section met en évidence les systèmes de rehaussement de la parole utilisés pour la
comparaison. Nous considérons le signal bruité comme référence pour ces évaluations.

Tout d’abord, nous considérons une approche classique, à savoir la méthode de Wiener
[42]. Aussi, nous évaluons plusieurs modèles de rehaussement de la parole utilisant des
réseaux de neurones conventionnels, tels que SEGAN [61], Wave-U-Net [46], MMSE-GAN
[98], D+M [102], et U-Net [13]. La plupart de ces modèles ont été présentés dans la section
2.3.2 du chapitre 2. De plus, nous comparons les performances d’un réseau de neurones
conventionnel ayant une architecture similaire à celle du réseau de neurones à décharges
proposé. En outre, nous présentons les performances du SDNN [86], un réseau de neurones
à décharges introduit par Intel et abordé dans la section 2.3.3 du chapitre 2. Les résultats
expérimentaux de la comparaison sont ensuite présentés dans la section suivante.

5.2.2 Résultats expérimentaux
Les performances du système proposé ont été évaluées en le comparant à plusieurs modèles
de l’état de l’art largement étudiés dans le domaine du rehaussement de la parole. Il
convient de rappeler que les résultats expérimentaux ont été obtenus en utilisant différentes
métriques d’évaluation, notamment le PESQ, le STOI, ainsi que les estimations de scores
subjectifs obtenus par les métriques objectives DNSMOS : OVRL, SIG et BAK (voir
section 4.4).

Les résultats de la comparaison entre le système proposé et les autres modèles sont présen-
tés dans le Tableau 5.7. Il convient de noter que la plupart des résultats de l’état de l’art
proviennent des travaux de Tran et al. [87]. Par ailleurs, il est important de souligner que
le tableau présenté se révèle incomplet principalement parce que certaines des études citées
n’ont pas recouru aux métriques spécifiées, soit pour d’autres motifs d’ordre méthodolo-
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gique, soit parce qu’elles n’étaient pas encore disponibles à l’époque de leurs recherches.
Par exemple, DNSMOS, un estimateur qui prédit les notes OVRL, SIG et BAK, n’a été
intégré qu’en 2022, justifiant ainsi son absence dans les travaux antérieurs.

Tableau 5.7 Résultats de la comparaison du SNN propsé avec différents mo-
dèles de l’état de l’art. Les cellules vides indiquent que la métrique correspon-
dante n’a pas été rapportée ou évaluée pour le modèle concerné.

DNSMOS
Système PESQ STOI OVRL SIG BAK

Signal bruité 1.97 0.92 2.69 3.34 3.12
Wiener [42] 2.22 - - - -
SEGAN [61] 2.16 - - - -

Wave-U-Net [46] 2.40 - - - -
MMSE-GAN [98] 2.53 - - - -

D+M [102] 2.73 - - - -
U-Net [13] 2.90 0.93 - - -

ANN équivalent 2.89 0.94 2.92 3.23 3.90
SDNN [86] 2.00 0.91 2.44 3.05 3.09

SNN proposé 2.66 0.92 2.81 3.13 3.85

Tout d’abord, il est observé que le système proposé présente des performances supérieures
sur la plupart des métriques d’évaluation par rapport aux signaux de parole bruités non
traités. Cette amélioration significative met en évidence l’efficacité de l’approche proposée
pour le problème de rehaussement de la parole.

En outre, les résultats expérimentaux démontrent que l’approche proposée surpasse plu-
sieurs modèles de l’état de l’art, y compris la méthode de Wiener ainsi que des modèles
basés sur des réseaux de neurones conventionnels tels que SEGAN, Wave-U-Net, et MMSE-
GAN, en termes de PESQ. En ce qui concerne le STOI, l’approche proposée atteint une
performance comparable au modèle U-Net.

Aussi, une comparaison de l’architecture SNN proposée avec une architecture équivalente
basée sur un réseau de neurones conventionnel a été effectuée. Les résultats indiquent que
l’approche SNN proposée obtient des performances légèrement inférieures, mais toujours
comparables en termes de DNSMOS. Cela démontre ainsi l’efficacité de l’approche SNN
pour le rehaussement de parole, tout en utilisant moins de ressources computationnelles
que l’approche basée sur les ANN.

Une évaluation détaillée a été réalisée pour comparer le modèle SNN proposé avec une
approche récemment publiée basée sur les SNN, spécifiquement le modèle SDNN de réfé-
rence introduit dans l’article [86] pour la compétition d’Intel, N-DNS. Afin d’assurer une
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comparaison cohérente, le modèle SDNN a été entraîné et évalué en utilisant le même
ensemble de données que le modèle proposé. Les résultats montrent que le SNN basé sur
U-Net proposé surpasse significativement le modèle SDNN de référence sur toutes les mé-
triques d’évaluation. Il convient de souligner que les auteurs de l’article [86] rapportent de
meilleurs résultats dans leur étude originale. Cependant, il est important de noter que le
modèle SDNN a été entraîné sur une base de données plus vaste, comprenant 500 heures
de données audio, tandis que notre étude utilise un ensemble de données plus restreint,
avec environ 10 heures de données audio. L’approche proposée semble moins sensible à ces
limitations de taille et de variabilité de l’ensemble de données que le modèle SDNN.

En conclusion, les résultats expérimentaux confirment l’efficacité du modèle basé sur un
SNN proposé pour le rehaussement de la parole, démontrant des performances supérieures
par rapport à plusieurs modèles de l’état de l’art, évalués selon diverses métriques. Bien
que le modèle proposé présente une performance légèrement inférieure à une architecture
équivalente basée sur un ANN, il demeure néanmoins très compétitif. De plus, le modèle
proposé surpasse de manière significative le modèle d’Intel, SDNN.

Conclusion
Une série d’expérimentations a été menée pour étudier l’influence de divers paramètres
sur les performances du modèle. Les conclusions tirées de ces expérimentations soulignent
que la meilleure performance est obtenue lorsque la fonction de coût LSD est utilisée, les
paramètres neuronaux sont entraînés, le sous-échantillonnage est effectué par convolution,
le suréchantillonnage est réalisé à l’aide de la méthode du plus proche voisin, les connexions
de saut sont basées sur la concaténation, et enfin, une architecture U-Net sans bloc résiduel
entre l’encodeur et le décodeur est adoptée. Cette architecture a été conservée pour la suite
de l’étude en raison de ses performances supérieures.

En outre, ce chapitre a exposé les performances expérimentales du modèle proposé pour le
rehaussement de la parole, en les comparant à celles d’une approche classique, des modèles
de l’état de l’art, d’un réseau de neurones conventionnel d’une architecture similaire, ainsi
que d’un réseau de neurones à décharges. Les résultats obtenus démontrent l’efficacité
du modèle proposé, qui a surpassé les modèles de l’état de l’art dans plusieurs métriques.
Bien que légèrement inférieure à celle de l’ANN d’architecture similaire, la performance du
modèle proposé reste néanmoins comparable. De plus, la performance du modèle proposé
dépasse significativement celle du SDNN.
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En somme, ces résultats confirment la pertinence du modèle proposé pour le rehaussement
de la parole et mettent en évidence l’importance des paramètres et des choix architecturaux
dans l’obtention de performances optimales.
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CHAPITRE 6

Conclusion

Dans cette section, nous présenterons un résumé concis des principaux éléments abordés
tout au long de ce mémoire. Ensuite, nous mettrons en évidence les contributions majeures
de ce travail. Enfin, nous examinerons les perspectives de recherche futures qui émerge-
ront naturellement de cette étude approfondie, ouvrant ainsi de nouvelles voies pour des
avancées significatives dans le domaine du rehaussement de la parole à l’aide de réseau de
neurones à décharges.

6.1 Sommaire
Le rehaussement de la parole est un problème qui a été largement étudié en utilisant les
réseaux de neurones conventionnels. Toutefois, l’émergence des réseaux de neurones à dé-
charges offre une alternative prometteuse, caractérisée par des performances similaires dans
plusieurs domaines tout en consommant moins d’énergie. Cependant, peu d’études ont ex-
ploité une approche neuromorphique pour le rehaussement de la parole. Par conséquent,
l’objectif principal de cette étude était d’évaluer les capacités des réseaux de neurones à
décharges pour le rehaussement de la parole, et de déterminer s’ils peuvent atteindre des
performances comparables à celles des réseaux de neurones conventionnels.

L’approche proposée repose sur une architecture en U-Net intégrant des neurones LIF
afin de rehausser la parole. Les expérimentations menées dans le cadre de cette étude ont
démontré que les réseaux de neurones à décharges peuvent atteindre des performances
légèrement inférieures, mais comparables à celles des réseaux de neurones conventionnels.
Ces résultats suggèrent que les SNN peuvent constituer une solution viable pour le re-
haussement de la parole, offrant des avantages en termes de consommation d’énergie sans
compromettre de manière significative les performances.

6.2 Contributions
La présente étude a apporté plusieurs contributions significatives dans le domaine du
rehaussement de la parole en utilisant un réseau de neurones à décharges. Les principales
contributions sont les suivantes :

57
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1. Estimation directe : À notre connaissance, il s’agit de la première architecture
utilisant une approche d’estimation directe pour le rehaussement de la parole en
utilisant un SNN.

2. Architecture profonde : Contrairement aux travaux précédents qui se sont concen-
trées sur des architectures peu profondes pour le rehaussement de la parole avec un
SNN, ce travail présente une architecture profonde basée sur U-Net, et spécifique-
ment conçue pour le rehaussement de la parole.

3. Encodage direct : Les approches antérieures de rehaussement faisant appel à des
SNN ont recours à des méthodes d’encodage pour convertir les données d’entrée
continues en décharges. Ce travail propose d’utiliser la méthode d’encodage directe
qui permet à la première couche du SNN d’apprendre à encoder l’entrée tout en
éliminant simultanément le bruit indésirable.

4. Entraînement de paramètres neuronaux : Alors que l’entraînement tradition-
nel des réseaux de neurones conventionnels se limite généralement à l’optimisation
des poids du réseau, la méthode proposée, exploitant un réseau de neurones à dé-
charges, étend cette approche en incluant l’entraînement simultané des poids ainsi
que des paramètres intrinsèques aux neurones LIF, à savoir les constantes de temps
et le seuil de décharge. Cette démarche enrichit le modèle en lui conférant une ca-
pacité d’adaptation plus fine aux caractéristiques inhérentes des données, tout en
consolidant sa faculté de généralisation aux tâches complexes.

5. Étude d’ablation : Une étude d’ablation a été menée pour évaluer l’impact de
différents paramètres du modèle proposé sur la performance du réseau.

6. Comparaison avec des ANN d’architecture similaire : Une comparaison est
effectuée entre le SNN proposé et un ANN présentant une architecture similaire
permettant de garantir une comparaison adéquate entre l’approche par SNN et celle
par ANN.

Les résultats obtenus dans cette étude ouvrent des perspectives prometteuses pour amé-
liorer l’efficacité énergétique tout en maintenant des performances comparables à celles
des systèmes n’utilisant pas des réseaux de neurones à décharges, notamment les réseaux
de neurones conventionnels. Cependant, il convient de noter que cet aspect n’a pas été
examiné dans le cadre de ce mémoire.
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6.3 Travaux futurs
6.3.1 Base de données
L’un des aspects clés pour améliorer davantage le rehaussement de la parole à l’aide d’un
réseau de neurones à décharges réside dans l’utilisation d’une base de données à grande
échelle. Traditionnellement, une base de données plus vaste et représentative a été asso-
ciée à une meilleure généralisation des modèles et à des performances plus robustes dans
l’apprentissage supervisé utilisant la rétropropagation, qui repose sur des statistiques. Ce-
pendant, il convient de noter que certains réseaux de neurones à décharges adoptent des
approches non statistiques, et dans de tels cas, l’impact de la taille de la base de données
sur les performances peut différer.

6.3.2 Extraction des caractéristiques
Dans ce travail, l’utilisation de la transformée de Fourier à court terme a été considérée,
en raison de sa large adoption et de son efficacité. Cependant, afin de tirer pleinement
parti des capacités des SNN, il est nécessaire d’explorer des méthodes d’extraction de
caractéristiques plus compatibles et adaptées à ce type de réseau telles que l’algorithme
localement compétitif (Locally Competitive Algorithm) [73].

6.3.3 Architecture du système
Dans le cadre de ce travail, une architecture de réseau convolutionnel U-Net a été utilisée
pour concevoir le système. Cependant, il existe d’autres architectures prometteuses qui
pourraient être explorées dans les travaux futurs, notamment les transformateurs [90].
Les transformateurs sont des modèles de réseau de neurones récemment introduits qui
ont montré des performances impressionnantes dans de nombreux domaines [43]. Il est
toutefois impératif de noter que le choix entre ces architectures doit être guidé par la
nature spécifique de la tâche et par l’inclusion ou non de mécanismes d’attention dans
le cadre de réseaux récurrents, car cela peut influencer la pertinence des transformateurs
pour la problématique en question.

En outre, cette étude s’est concentrée sur l’utilisation de neurones LIF. Cependant, il existe
plusieurs autres modèles de neurones à décharges qui peuvent être étudiés et comparés afin
de mieux comprendre leurs caractéristiques et leur impact sur le problème de rehaussement
de la parole.

Il convient également de noter que l’optimisation de l’architecture du système proposé
peut être abordée en considérant d’autres facteurs, tels que l’ajout de couches supplé-
mentaires, l’ajustement des hyperparamètres, ainsi que l’exploration d’autres méthodes
d’initialisation.
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6.3.4 Déploiement du modèle sur un processeur neuromorphique
Pour pouvoir valider l’avantage d’efficience énergétique des SNN en comparaison avec les
ANN, il serait nécessaire d’implémenter le SNN proposé sur un processeur neuromorphique.
Dans le cadre des travaux futurs, une direction prometteuse consisterait donc à valider
l’avantage en termes d’efficience énergétique des réseaux de neurones à décharges par
rapport aux réseaux de neurones conventionnels à l’aide d’un processeur neuromorphique.
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