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Abstract

The detection of common and unique characteristics of cancer patients is one of the main
focuses of current research which aims to develop personalized therapies against the disease.
However, while many of the current proposals base their methodology on predictive
approaches, this study proposes a descriptive approach to improve the understanding of
the molecular mechanisms that give rise to cancer. This approach does not require prior
knowledge and retrieves high-order gene relationships from transcriptomic data. In this
sense, it is possible to obtain the set of signalling pathways affected by the disease, as
well as complementary information such as the prognosis of patients through additional
analyses applied to the set of solutions obtained.

For this purpose, after an introduction to the omics study of cancer and the presentation of
the data analysis techniques used, a methodology based on pattern mining is proposed for
the transcriptomic study of the disease with the adaptation of two techniques belonging
to the supervised descriptive pattern mining field. Each of these approaches constitutes a
chapter of this study, the first of which is devoted to the most common type of analysis
performed on any omics study (and therefore in cancer): case vs. control. This chapter
details a methodology based on the use of emerging pattern-mining techniques for the
descriptive and discriminatory study of the disease. The results obtained, as outlined in
the chapter, are of particular interest because they provide both contrasted information
(ideal for validating the methodology) and novel information in the form of high-order
relationships.

The second chapter extends the concept of descriptive discriminant analysis techniques
to several conditions, being used this time for the study of several cancer subtypes. For
this purpose, contrast set pattern mining techniques are employed. As an added value, this
chapter discusses the role of the obtained results on the survival of patients suffering from
the disease.
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Resumen

La tarea de detección de de características comunes y únicas de los pacientes aquejados
por el cáncer constituye uno de los principales focos de investigación en la actualidad
cuyo objetivo es mejorar las terapias personalizadas contra la enfermedad. Sin embargo,
mientras que muchas de las propuestas actuales basan su metodología en aproximaciones
predictivas, este estudio propone una aproximación descriptiva para mejorar la comprensión
de los mecanismos moleculares que dan lugar al cáncer. Esta aproximación no requiere de
conocimiento previo y es capaz de capturar relaciones génicas de alto orden a partir de
datos de origen transcriptómico. En este sentido, es posible obtener el conjunto de rutas de
señalización afectadas por la enfermedad, además de información complementaria como
la prognosis de los pacientes a través de análisis adicionales aplicados sobre el conjunto de
soluciones obtenidas.

Para ello, tras una introducción al estudio ómico del cáncer y la presentación de las técnicas
de análisis de datos empleadas, se propone una metodología basada en la minería de pa-
trones para el estudio transcriptómico de la enfermedad bajo dos técnicas pertenecientes al
dominio de la minería de patrones descriptiva supervisada. Cada una de estas aplicaciones
compone un capítulo del presente estudio, estando el primero destinado al tipo de análisis
más común realizado sobre cualquier estudio ómico (y por consiguiente en cáncer): caso
vs control. En este capítulo, se detalla una metodología basada en el uso de técnicas
de minería de patrones emergentes para el estudio descriptivo y discriminatorio de la
enfermedad. Los resultados obtenidos, tal y como se detallan en el capítulo, presentan un
especial interés debido a que ofrecen tanto información contrastada (ideal para validar la
metodología) como información novedosa en forma de relaciones de alto orden.

El segundo capítulo extiende el concepto de las técnicas de análisis descriptivas discrimi-
natorias a varias condiciones, en este caso al estudio de varios subtipos de cáncer. Para
ello, en esta ocasión se hace uso de técnicas de minería de patrones de contraste. Como
valor añadido, este capítulo discute las implicaciones de los resultados obtenidos sobre la
supervivencia de los pacientes aquejados por la enfermedad.
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Capítulo 1

Introducción

El término cáncer hace referencia a un conjunto de enfermedades que comparten un
fenotipo similar aunque a nivel genotípico puedan ser muy distintas. Actualmente, el
cáncer constituye una de las principales causas de muerte a nivel global, teniendo una
incidencia estimada de 19.3 millones de nuevos casos y 10 millones de muertes sólo en
2020 [1]. Esta mortalidad no se distribuye por igual entre países, siendo los más afectados
aquellos en vías de desarrollo donde tanto el instrumental médico como las terapias para
tratar la enfermedad son escasas.

Desde un punto de vista genético el estudio del cáncer supone un gran reto puesto que no
hay dos cánceres iguales. Cada cáncer es un mosaico de diferentes alteraciones y/o muta-
ciones genéticas cuya acumulación acaba desencadenando una división descontrolada de
células que evaden el control celular. Por estos motivos, la búsqueda de marcadores molecu-
lares que permitan discernir entre características compartidas por pacientes afectados por la
enfermedad es de vital importancia para una terapia personalizada. Sin embargo, el estudio
de la enfermedad no es una tarea fácil. Además de ser una enfermedad heterogénea capaz
de formar un amplio mosaico genético hay que tener en cuenta el escaso tamaño muestral
de los estudios biológicos. En estos estudios, normalmente tenemos del orden de decenas
de miles de genes frente a pocos cientos de pacientes, un problema conocido comúnmente
en estadística como fat-short problem, en el que el número de variables a estudiar es mucho
mayor que el número de muestras, complicando el correcto tratamiento estadístico de los
datos. En este sentido también cabe destacar que los estudios transcriptómicos, los más
usados para este tipo de análisis donde se compara la expresión de diferentes genes entre
pacientes/muestras con la enfermedad y sanos, poseen una complejidad añadida debida a
la tecnología usada para llevarlos a cabo. Esto es debido a que la secuenciación RNA-Seq,
ampliamente utilizada para medir la expresión de los genes del genoma humano, tiende a
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ser objeto de la variación técnica debida a las diferentes plataformas de secuenciación e
incluso investigadores que hayan manipulado las muestras. Este efecto se conoce como
batch effect y constituye otro desafío más en el tratamiento previo a los datos para realizar
un correcto análisis.

Por estos motivos, se ha generado un flujo estandarizado de trabajo para el análisis de
datos transcriptómicos y, por extensión, para datos transcriptómicos de cáncer [2]. Este
flujo de trabajo consiste en un primer análisis exploratorio de los datos, con el objeto
de comprobar la distribución de los mismos y detectar posibles outliers. Técnicas de
escalado multidimensional como el análisis de componentes principales y otras de análisis
de grupos como el clustering, son usados normalmente para esta tarea, en conjunto con
métodos de normalización y detección de valores extremos. Acto seguido y con objeto
de conocer las alteraciones genéticas presentes en la enfermedad a nivel de expresión,
suelen emplearse métodos estadísticos para la determinación de genes diferencialmente
expresados entre las condiciones de estudio, por ejemplo, pacientes afectados por cáncer vs
tejido adyacente sano del mismo paciente. Tras el análisis, es común obtener tanto listas de
genes diferencialmente expresados como ordenaciones de los mismos en función del grado
en el que se diferencian los grupos bajo estudio. Con objeto de mejorar la interpretabilidad
de los resultados obtenidos, es común el uso de análisis de enriquecimiento funcional, los
cuales tratan de resumir la información a nivel de funciones en lugar de genes, lo que es
de gran ayuda a los investigadores. Para dicha tarea, se hace acopio del conocimiento
generado durante años de investigación y depositado en grandes bases de datos como
Gene Ontology [3] o Reactome [4]. Otros métodos de análisis comprenden el uso de
redes de coexpresión génica, las cuales son grandes redes cuyos nodos son constituidos
por genes a partir de relaciones a pares [5]. Por último, a veces es interesante el estudio
de la relación entre la expresión de un conjunto de genes y la prognosis de los pacientes,
con objeto de poder entender mejor la enfermedad y poder categorizar clínicamente a los
mismos [6]. En este sentido los estudios de supervivencia juegan un papel importante,
pudiendo reflejar incluso subtipos clínicos de cáncer con una peor prognosis y que requieran
de intervenciones más agresivas para su tratamiento.

Sin embargo, aunque comúnmente utilizado, este flujo de trabajo no suele considerar
relaciones de alto orden. Las relaciones entre los distintos genes son modeladas normal-
mente a partir de relaciones a pares, con distintas métricas de correlación como pueden
ser la de Pearson [7]. Por este motivo, para evitar los sesgos generados bajo este sistema,
proponemos el uso de técnicas de minería de patrones para el estudio y diferenciación de
la expresión génica entre diferentes grupos de pacientes afectados por la enfermedad. Con
las técnicas de minería de patrones podemos obtener verdaderas relaciones de alto orden
que no se ven afectadas por el uso de hipótesis a priori y que son altamente discriminativas
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para entender mejor las funciones alteradas entre los grupos de estudio. Por estas razones,
en el presente trabajo se propone el uso de técnicas de minería de datos específicas, las
cuales se enmarcan dentro de las conocidas como técnicas de minería de patrones de-
scriptivas como son la minería de patrones emergentes (emerging pattern mining) para la
comparación a pares entre grupos control y afectados por la enfermedad y la de conjuntos
de contraste (contrast set mining) para detectar características diferenciales entre varios
grupos al mismo tiempo.

De este modo, los objetivos marcados en esta tesis para la mejora del estudio del cáncer
son los siguientes:

■ Modelar las relaciones a nivel de expresión génica existentes en los pacientes a
través de relaciones de alto orden altamente discriminativas, con objeto de identificar
funciones clave alteradas en cáncer.

■ Proponer una metodología que no requiera del uso de hipótesis de partida por parte
del investigador. De este modo, los resultados finales no pueden estar sesgados por
éstas.

■ Desarrollar una metodología de post-procesamiento para los resultados obtenidos. En
minería de patrones es común obtener una gran cantidad de resultados redundantes
que pueden entorpecer la valoración del investigador sobre los resultados. De este
modo, en el presente trabajo se aborda y propone una técnica de post-procesamiento
flexible y que devuelve las soluciones más importantes desde un punto de vista
biológico.

■ Por último y con objeto de aumentar la interpretabilidad y valor de los resultados
obtenidos, proponemos el uso de técnicas de enriquecimiento funcional y de análisis
de supervivencia con las que poder evaluar el impacto de las soluciones obtenidas
en la prognosis de los pacientes.





Capítulo 2

Antecedentes

En esta sección se presentan conceptos clave sobre el descubrimiento del conocimiento
y la minería de datos, haciendo especial hincapié en la minería de patrones descriptiva
supervisada. Posteriormente, se dicuten algunas de las aplicaciones más notorias de este
dominio al estudio del cáncer y otras áreas de dominio biomédico, describiendo además
donde encajan éstas técnicas dentro del flujo de trabajo estandarizado para el estudio del
cáncer.

2.1 Knowledge Discovery

Nos encontramos en una era en la que existe una gran brecha entre la velocidad a la que
se genera nueva información y el ritmo al que somos capaces de analizarla e interpretarla.
Cualquier compra en supermercado, las imágenes tomadas vía satélite de diferentes campos
de cultivo e incluso los paneles de genes usados para estudiar enfermedades constituyen
una fuente de registros capaces de superar en tamaño, por sí solos, al de antiguas bases de
datos. Este crecimiento exponencial de fuentes de información hacen crucial generar y
utilizar técnicas más eficientes y efectivas para el estudio de los datos obtenidos [8].

De manera clásica, la explotación y comprensión de datos se ha realizado de forma
lenta, cara y muy subjetiva. El punto de inflexión en la metodología clásica llegó a
través del drástico crecimiento de los volúmenes de datos a analizar, imposibilitando
el análisis manual de los mismos en multitud de disciplinas. Las bases de datos más
usadas en la actualidad han crecido exponencialmente en comparación a las más pioneras,
incrementando su tamaño no sólo en el número de registros, sino también en la cantidad de
atributos considerados [9]. Con objeto de dar solución a este problema, hace años se abordó
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Figura 1. Diagrama de Venn donde se refleja el corte interdisciplinar del campo de la
ciencia de datos.

a través del esquema de las ciencias de datos, un dominio interdisciplinar que construye y
organiza el conocimiento de forma eficiente en forma de predicciones o descripciones de
los datos. Para ello, esta disciplina hace uso tanto de otros campos (como las matemáticas,
la experiencia de negocio o la ingeniería informática) como otras disciplinas que surgen de
la intersección de los mismos, como por ejemplo mediante la estadística aplicada, machine

learning o la ingeniería informática [10] (reflejado en la Figura 1). Como resultado, surgió
un proceso conocido como el descubrimiento de conocimiento (comúnmente referido
como knowledge discovery o KDD). De este modo, el KDD se define generalmente como
el proceso de búsqueda del conocimiento útil presente en una base de datos, teniendo como
objetivo la extracción y presentación de dicha información de manera que sea fácilmente
interpretable por las personas [11, 12].

Históricamente, este proceso ha recibido muchos nombres, incluyendo minería de datos,
extracción de conocimiento, descubrimiento de información, arqueología de datos y
procesamiento de patrones de datos, entre otros. El término de minería de datos es quizás
el que más ha sido usado por estadísticos y analistas de datos. Sin embargo, con el paso del
tiempo, tanto el concepto de la minería de datos como el del proceso de descubrimiento
de conocimiento han ido evolucionando, de manera que podemos referirnos a este último
como el proceso no trivial de identificar patrones válidos, novedosos, potencialmente útiles
y entendibles en los datos mientras que la minería de datos ha pasado a hacer referencia a
un paso particular dentro de este proceso [9].
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Figura 2. Fases del proceso de descubrimiento de conocimiento desde el punto de vista
académico.

Al tratarse de un proceso, cabe destacar que el descubrimiento de conocimiento cuenta,
además de con el paso de minería de datos, con otros igualmente importantes. De hecho,
según el dominio de aplicación, en Cios et al. [13] discuten que podemos distinguir
entre modelos de KDD académicos, industriales e híbridos. En los modelos académicos
podemos encontrar los pasos de preparación, selección y limpieza de datos, incorporación
de conocimiento apriori cuando sea necesario y la adecuada interpretación de los resultados.
De acuerdo a [9], se debe entender el proceso de KDD de manera iterativa debido a que
empieza con una interacción con la base de datos, se llevan a cabo búsquedas de patrones
o relaciones en los datos y se produce un conocimiento significativo. Dicho conocimiento
puede ser posteriormente utilizado para realizar nuevos análisis o usarse de nuevo en el
proceso de descubrimiento de conocimiento (ver Figura 2). De este modo, el KDD puede
verse como un flujo de trabajo secuencial, donde cada fase contribuye a la obtención del
conocimiento final sobre el problema de estudio:

1. Entendimiento del dominio en el que el proceso de descubrimiento se llevará a cabo,
identificando el objetivo a conseguir mediante el análisis de los datos. Construcción
de la base de datos a analizar.

2. Selección de los datos, limpieza y preparación de los mismos. En este paso se tienen
en cuenta análisis previos como la selección de las características o atributos más
importantes con el fin de reducir la dimensionalidad de los datos [14].

3. Preprocesamiento de los datos. Mediante técnicas de eliminación de ruido, normal-
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ización o imputación de valores perdidos. Durante este paso, es recomendable el
uso de técnicas de análisis exploratorio de manera que se vaya guiando y seleccio-
nando la técnica de minería de datos que mejor encaja con el problema, por ejemplo:
técnicas de clustering, clasificación o enumeración de patrones frecuentes, entre
otras [15].

4. Transformación de los datos. Dependiendo del algoritmo utilizado en la fase de min-
ería de datos, el conjunto de datos de entrada puede necesitar ser transformado para
poder ser procesado por dichos algoritmos de la forma más eficiente posible [16].

5. Minería de datos. En este paso se extraen los patrones que se consideren de mayor
interés a través de métodos como árboles de decisión, clasificadores basados en
regla, etc [17].

6. Post-procesamiento del conocimiento obtenido e interpretación de los resultados
obtenidos, poniendo en uso del conocimiento obtenido [18].

A través del análisis de estos pasos se puede observar que el objetivo de los investigadores
que lo formularon fue el de proponer una tarea secuencial que pudiese ser aplicada a
cualquier dominio.

Por otro lado, los modelos industriales fueron propuestos siguiendo la estela de los modelos
académicos. En este caso, destaca el ampliamente conocido CRISP-DM (CRoss-Industry

Standard Process for Data Mining). Este modelo de KDD cuenta con hasta 6 pasos
que, además de ser representados gráficamente en la Figura 3 también son discutidos a
continuación:

1. Comprensión del negocio. En este paso del proceso se analiza el problema desde
un punto de vista empresarial, marcando los objetivos y requerimientos del mismo.
Además, estos objetivos y requerimientos son posteriormente formulados como un
problema de minería de datos.

2. Comprensión de los datos. Este paso se refiere a la familiarización con los datos, la
identificación de problemas de calidad, identificación de subconjuntos interesantes,
etc.

3. Preparación de los datos. Esta fase engloba todo lo necesario para la construcción de
la base de datos final sobre la que se trabajará y usarán las herramientas de minería
de datos en el paso siguiente. Incluye pasos anteriormente discutidos en los modelos
académicos como la selección de registros y atributos o transformación de los datos,
entre otros.

4. Modeladización. Durante esta fase se aplican varios métodos para construir difer-
entes modelos sobre los datos, probando varias herramientas de minería de datos
y ajustando los parámetros de las mismas para obtener el rendimiento óptimo. En
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ocasiones, los métodos de minería de datos aplicados requieren que la base de datos
se encuentre en un formato específico. De este modo, es posible que este paso tenga
ciertas reiteraciones con la etapa anterior.

5. Evaluación. Tras la realización y comparación de los modelos de la etapa anterior, se
llega a una fase de consenso donde el mejor modelo es seleccionado desde un punto
de vista empresarial, tomándose una decisión en base a los resultados arrojados
durante la tarea de minería de patrones.

6. Despliegue del modelo. Finalmente, el conocimiento obtenido se organiza y presenta
de manera que sea útil para el cliente.

Por último, otros autores han propuesto un nuevo tipo de enfoque para el proceso de KDD,
en este caso, en Cios et al. [13] se propuso un modelo híbrido que combinaba aspectos
del mundo académico e industrial. Basándose en el modelo CRISP-DM y adaptándolo al
mundo académico. La principal diferencia de este modelo con respecto a los anteriores
es que se incluyen mecanismos de feedback en el modelo, además de una adaptación del

Figura 3. Fases del proceso de descubrimiento de conocimiento desde el punto de vista
industrial.
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último paso del modelo, que permite la aplicación del conocimiento adquirido a otros
dominios.

Como podemos comprobar, se han descrito varias adaptaciones para enumerar las etapas
que componen el proceso de KDD bajo diferentes marcos de acción (tanto académico,
industrial o una combinación de ambos mundos). Sin embargo, el principal objetivo del
proceso de extracción de conocimiento sigue siendo el mismo: la extracción de información
útil a partir de los datos, que, de manera secundaria, permite encontrar eventos o tendencias
interesantes, llevar a cabo decisiones basadas en base al conocimiento generado y explorar
el conjunto de datos.

No obstante, durante el proceso de búsqueda de conocimiento, es posible encontrar diversos
problemas, generados a partir de la propia naturaleza de los datos. Entre los más comunes
podemos encontrar aquellos derivados por:

■ Volumen de los datos. Ciertas técnicas de minería de datos son muy sensibles al
tamaño del conjunto de datos en términos de tiempo y complejidad. Para atajar este
problema, numerosos autores proponen dirigir el espacio de búsqueda a través de la
formulación de diferentes heurísticas o bien reducir el popio espacio de búsqueda.
Existen dos aproximaciones principales a la hora de acotar el espacio de búsqueda,
aquellas basadas en métodos de reducción horizontal y, por otro lado, las basadas en
métodos de reducción verticales. Dentro de los métodos de reducción horizontales
encontramos la discretización de los valores continuos de los diferentes atributos que
conforman la base de datos. Por otro lado, otra aproximación comúnmente usada
es sustituir el valor de un atributo por su valor de mayor nivel en una jerarquía de
valores categóricos predefinida de este atributo [19]. En cambio, para conseguir
una reducción vertical de la base de datos, existen métodos capaces de eliminar
datos redundantes, seleccionando de esta manera los atributos o características
más importantes [20]. Del mismo modo que grandes volúmenes de datos pueden
representar ciertos problemas para algunas técnicas de minería de datos, la escasez
de registros constituye la otra cara de la moneda, ocasionando resultados pobres en
los análisis llevados a cabo [21].

■ Estructura dinámica de los datos. Las bases de datos son continuamente actualizadas,
de manera que se van añadiendo y reemplazando numerosos registros. De este modo,
las herramientas de minería de datos usadas para el proceso de descubrimiento
de conocimiento deberían evolucionar con el tiempo para adaptarse a las nuevas
necesidades que requiera el análisis de datos pertinente. El conocimiento derivado
del análisis de una base de datos no es siempre inmutable, sino que pueder irse
expandiendo e incluso cambiar gradualmente con el tiempo.
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■ Datos incompletos o imprecisos. En numerosas ocasiones podemos encontrar que la
información de la base de datos puede ser incompleta o imprecisa. Con el tiempo,
se han desarrollado métodos para tratar de paliar este problema como los conjuntos
difusos (o fuzzy sets en inglés). De este modo, también se han ideado técnicas de
detección de valores extremos con objeto de paliar el impacto de registros anómalos
en el rendimiento de las técnicas de minería de datos.

■ Fat short problem. En ciertos dominios de aplicación, como el caso de datos
biológicos, es posible que el conjunto de atributos supere ampliamente al número de
registros en la base de datos. Este problema, conocido comúnmente como fat short

problem dificulta el correcto análisis estadístico de los datos por lo que se deben
elegir técnicas adecuadas que permitan trabajar con estos conjuntos de datos como
por ejemplo aproximaciones basadas en minería de patrones [22].

■ Ruido en los datos. Se denomina comúnmente como ruido a los errores no sis-
temáticos producidos durante la recolección de los datos. Este fenómeno, de no ser
corregido, puede convertirse en un problema importante ya que puede invalidar los
resultados de los análisis realizados. Esto se debe principalmente a que es posible
obtener como características o resultados ciertos patrones que parecen relevantes
pero no son más que asociaciones generadas al azar por el ruido presente en los datos.
Sin embargo, por otro lado, se ha observado que en ciertos sistemas la introducción
de ruido externo en la fase de entrenamiento de los datos produce menores errores
en la clasificación de muestras no vistas hasta el momento por el clasificador [23].

■ Valores perdidos u omitidos. Estos valores, a diferencia de los anteriores, se refieren
a valores cuyos valores no han podido ser obtenidos, que no han sido introducidos
por omisión o que simplemente no son aplicables a todos los registros de la base
de datos. Muchas de las técnicas de minería de datos requieren que las bases de
datos a analizar posean unas dimensiones fijas, de manera que los valores perdidos
constituyen un problema que no permite operar a estos algoritmos. No obstante, estos
son normalmente corregidos a través de métodos de inferencia que los sustituyen
por los valores más probables o por predicciones de los mismos a través de otros
atributos [24]. En caso de no poder imputarse, este tipo de datos es generalmente
eliminado del análisis, lo que puede ocasionar un impacto en el rendimiento de los
algoritmos, sobre todo en condiciones donde el número de registros es escaso.

Como podemos observar, la propia naturaleza de los datos fuerza a que el proceso de
descubrimiento de conocimiento esté en continua evolución, gracias sobre todo a la
intersección de varias disciplinas entre las que destacan el aprendizaje automático, el
reconocimiento de patrones, la estadística y las bases de datos, entre otras. Normalmente,
esta intersección se lleva a cabo durante la fase de la minería de datos, la parte central
de este proceso, en donde tiene lugar la extracción de conocimiento que permite a los
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investigadores obtener información de alto nivel.

La información generada durante la aplicación de la minería de datos suele adoptar la
forma de patrones, los cuales se consideran como la unidad fundamental de manejo de la
información. Este término posee una connotación muy amplia cuando nos referimos a él
entendiendo a la minería de datos como la unidad central de extracción de información
en el proceso de descubrimiento de conocimiento, pudiendo referirse a relaciones, cor-
relaciones, tendencias, descriptores de eventos raros, etc. La calidad de dichos patrones
es generalmente cuantificada a través de varios tipos de métricas, siendo común el uso de
medidas de certeza como la precisión de una predicción estimada en un nuevo conjunto
de datos o de utilidad, como las ganancias netas al mejorar las condiciones óptimas de
crecimiento de cultivos agrícolas en base a predicciones. Otras métricas como el grado de
novedad o la interpretabilidad son métricas más subjetivas. Por ejemplo, la interpretabili-
dad en ocasiones puede estar relacionada con la simpleza y medir únicamente el número
de ítems que conforman un patrón. Por otro lado, conceptos como el interés se refieren
generalmente a una métrica combinatoria entre los valores de validez, grado de novedad,
utilidad y simpleza. En base a estas medidas, las tareas de minería de datos consideran
los patrones soluciones útiles o que aportan conocimiento si éstos superan algún punto de
corte, predefinido por el usuario, de cualquiera de estas métricas aplicadas sobre el estudio
a realizar.

La elección de diferentes técnicas de minería de datos durante el proceso de descubrimiento
de conocimiento puede variar, en gran medida, los resultados y el conocimiento obtenido al
final del proceso. De este modo, podemos distinguir entre dos aproximaciones principales
a la hora de afrontar un problema de minería de datos: aproximaciones supervisadas y
aproximaciones no supervisadas. El término supervisado, se refiere aquí a la presencia de
variables etiquetadas en los datos, las cuales son usadas para, a partir de ellas, generalizar
conocimiento [25]. Dicho conocimiento generalizado es posteriormente usado para pre-
decir o clasificar futuros casos no etiquetados. Por otro lado, tal y como se da a entender
por su nombre, las aproximaciones no supervisadas no requieren de datos etiquetados. En
su lugar, las herramientas basadas en dicha aproximación tratan de agrupar los datos en
distintos clústeres usando métodos automáticos que no requieren de la existencia de un
clasificador previo. Ambas aproximaciones ofrecen varias herramientas que, atendiendo
a su naturaleza, pueden ser clasificadas en predictivas o descriptivas. Por un lado, las
tareas predictivas suelen conllevar la construcción de un clasificador mientras que las
descriptivas, intentan extraer conocimiento de los datos, encontrando y explicando diversos
fenómenos subyacentes en los mismos. Concretamente y a grandes rasgos, los modelos
de minería de datos basados en técnicas predictivas se utilizan para predecir un resultado
futuro mientras que los modelos de minería de datos basados en técnicas descriptivas
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Figura 4. Clasificación de las principales técnicas de aprendizaje supervisado y no su-
pervisado. Acompañando al nombre de cada técnica se detalla la naturaleza predictiva
o descriptiva de la misma. Nótese que las técnicas de detección de anomalías pueden
pertenecer tanto al dominio del aprendizaje supervisado como al del no supervisado.

aportan una mayor comprensión sobre los datos. En este sentido, los modelos basados en
metodologías descriptivas pueden no incluir una variable o atributo diana, a diferencia de
los modelos basados en metodologías predictivas donde el uso de una variable dependiente
es obligatorio [26].

A continuación se enumeran y explican brevemente algunas de las herramientas más
relevantes tanto para los campos del aprendizaje supervisado como para el no supervisado,
entre las que podemos encontrar métodos de regresión, clasificación, clustering, detección
de valores extremos u anómalos y reglas o patrones de asociación. A su vez, para cada una
de las herramientas se especifica la naturaleza de la misma, en relación a si se trata de una
técnica predictiva o por el contrario, descriptiva. Dicha clasificación puede consultarse
además de manera gráfica en la Figura 4.

■ Aprendizaje no supervisado.
– Clustering (descriptiva). En esta tarea el algoritmo busca crear conjuntos o

grupos entre las muestras para describir los datos. Estos grupos pueden ser mu-
tuamente excluyentes, consistir en representaciones jerárquicas o en categorías
solapantes. La tarea de clustering o agrupamiento ha sido aplicada a multitud
de dominios, constituyendo incluso un paso exploratorio para comprobar la
calidad de los datos en análisis biomédicos.

– Detección de valores extremos u anómalos (predictiva y decriptiva). Bajo esta
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tarea se engloba la detección de datos significativamente distintos al resto.
Una aplicación importante de esta tarea se da en la detección de spam o
fraudes bancarios (aproximación predictiva) mientras que, desde el punto de
vista del análisis exploratorio de datos es posible considerar la detección de
anomalías o valores extremos como una tarea descriptiva. Nótese que la tarea
de detección de anomalías puede ser considerada amplimente como un método
no supervisado, sin embargo, es posible abordar este problema como una tarea
de clasificación, entrenando previamente un modelo con datos anómalos y
normales. Bajo dichas circunstancias es posible considerar a esta tarea como
una tarea de aprendizaje supervisado.

– Reglas o patrones de asociación (predictiva y descriptiva). También conocidos
como extracción de patrones o conjuntos de ítems frecuentes. Hacen referencia
a un grupo de técnicas que se encargan de extraer el conjunto de patrones,
eventos o ítems que ocurren frecuentemente en una base de datos [27]. La
tarea de extracción de patrones frecuentes puede ser tanto predictiva, es decir,
culminando generalmente en la construcción de un clasificador elaborado a
través del conjunto de reglas obtenidas o descriptiva, encontrando patrones que
permitan mejorar la comprensión y obtener conocimiento útil a partir de los
datos. Algunos ejemplos de utilización de esta técnica pueden ser encontrados
en el análisis de la cesta de la compra ó en la identificación de enfermedades
infecciosas [17]

■ Aprendizaje supervisado.
– Regresión (predictiva). La tarea de regresión busca predecir futuros valores aún

no observados en base a las observaciones presentes en los datos. Dependiendo
de la tarea, puede emplearse desde inferencia estadística hasta métodos de
ensemble basados en árboles. Las técnicas de regresión se han aplicado a
multitud de tareas como por ejemplo la estimación de la productividad en
agricultura [28] o el mantenimiento predictivo, entre otros.

– Clasificación (predictiva). Esta tarea consiste en una función que mapea (clasi-
fica) una nueva observación de los datos en alguna de las clases predefinidas.
Ejemplos de aplicaciones de esta tarea son los clasificadores o detectores de
enfermedad precoces, capaz de clasificar a un paciente como enfermo o no,
pudiendo tratar la enfermedad en una etapa temprana.

– Minería de patrones descriptiva supervisada (predictiva y descriptiva). Este
tipo de minería de patrones hace referencia a un conjunto de nuevas técnicas
de minería de patrones que requieren del uso de un atributo diana (las cuales se
describen más adelante). Como las técnicas de minería de patrones, pueden ser
utilizadas para construir clasificadores, aunque su principal función es la de
ofrecer una descripción del conocimiento presente en una base de datos [17].
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En los últimos años, las herramientas basadas en aproximaciones predictivas han gozado
de mayor popularidad [29] que las aproximaciones descriptivas en el estudio del cáncer,
sin embargo, éstas últimas están volviendo a captar el interés de diversos dominios debido
a su capacidad para extrear conocimiento fácilmente interpretable para el ser humano
en multitud de disciplinas [22]. Por lo tanto, en esta tesis, se han utilizado técnicas
pertenecientes a la extracción de conjuntos de ítems frecuentes para el estudio del cáncer
debido a que proporcionan un conjunto de soluciones descriptivas con las cuales poder
entender y caracterizar mejor la enfermedad. En la próxima sección, se describen con
detalle las técnicas y métodos bajo este dominio. De este modo, se repasan los principales
algoritmos para la tarea, tanto aquellos usados de manera clásica como métodos más
novedosos, introduciendo de esta manera la tarea de la minería de patrones descriptiva
supervisada.

2.2 Minería de patrones

Como se ha mencionado en la anterior sección, la unidad fundamental de conocimiento
en minería de patrones es el patrón, el cual contiene la información y características
consideradas importantes bajo objeto de estudio. Formalmente, podemos definir un patrón
P como un subconjunto de ítems I = i1, i2, ...in pertenecientes a una base de datos
Ω = t1, t2, ...tm compuesta por transacciones. Desde un punto de vista biológico, los ítems
que forman los distintos patrones pueden tratarse de genes, los cuales presentan algún
tipo de relación en Ω de forma que P ⊆ I . La minería de patrones tiene como objetivo
extraer el conjunto de soluciones útiles en forma de patrones de Ω que son capaces de
aportar un conocimiento útil sobre el dominio de estudio, como por ejemplo, el estudio del
cáncer. La métrica de calidad más usada para la evaluación de los distintos patrones es el
soporte, también conocido como la frecuencia o la tasa de aparición de un patrón. De esta
forma, el soporte de un patrón P es formalmente definido como el ratio de transacciones
donde aparece P en una determinada base de datos Ω (consultar Ecuación 2.1). En
este caso, T representa el conjunto de registros o transacciones de una base de datos,
T = {t1, t2, ..., tm}, T ⊆ Ω.

Soporte(P,Ω) =
|∀t ∈ T : P ⊆ t, t ⊆ I|

|T |
(2.1)

Para esclarecer la tarea, así como los conceptos de soporte y patrón, en la Tabla 1 se muestra
un ejemplo sobre una base de datos esquematizada de transacciones en un supermercado
ficticio:
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Ejemplo de base de datos de supermercado
ID Transacción Productos
1 Galletas, Leche, Mantequilla
2 Galletas, Leche
3 Mantequilla, Pan
4 Pan
5 Galletas, Leche, Mantequilla, Pan
6 Galletas, Leche
7 Galletas, Leche, Mantequilla, Pan

Tabla 1. Base de datos ejemplificada de las compras realizadas en un supermercado ficticio,
incluyendo 7 transacciones.

Como podemos observar, esta tabla está formada por hasta 7 transacciones en un formato
tabular. Cada transacción a su vez, está formada por un conjunto de ítems, siendo en este
caso los ítems que constituyen los singletons de la base de datos: {Galletas}, {Leche},
{Mantequilla} y {Pan}. Estos singletons son patrones de longitud 1 dentro de la base de
datos. La combinación de los mismos origina patrones de mayor longitud, por ejemplo, el
patrón {Galletas, Leche, Mantequilla} está formado por la combinación de varios patrones
de menor tamaño. El soporte o frecuencia de los patrones, como se discutía anteriormente,
no es más que la tasa de aparición de éstos en la base de datos. De este modo, el soporte o
frecuencia del patrón anterior, {Galletas, Leche, Mantequilla}, es 3 en términos absolutos
o 43% si nos referimos a tanto por ciento ya que este patrón aparece en las transacciones 1,
5 y 7 como una parte o la totalidad de la transacción.

La tarea de minería de patrones ha sido un foco de intensa investigación en las últimas
décadas, habiéndose desarrollado numerosos algoritmos para la extracción de patrones
frecuentes basados tanto en aproximaciones exhaustivas como heurísticas. Dentro de la
tarea, podemos hacer una distinción entre las conocidas como técnicas clásicas de minería
de patrones y metodologías más modernas que se engloban bajo la tarea de la minería de
patrones descriptiva supervisada.

2.2.1 Técnicas clásicas de minería de patrones

La minería de patrones fue introducida a principios de los años ’90 con el análisis de
la cesta de la compra teniendo como principal objetivo encontrar aquellos productos
que se compraban frecuentemente juntos, información que podría aportar una ventaja
comercial [30]. La formulación de la tarea vino acompañada del desarrollo de dos técnicas
clásicas, las cuales se encuentran íntimamente ligadas: la minería de patrones frecuentes
y la de reglas de asociación. La minería de patrones frecuentes tiene como objetivo
la obtención del conjunto de ítems presente en una determinada fracción de la base de
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datos. En este sentido, podemos diferenciar entre minería de datos frecuente o infrecuente,
dependiendo del soporte o frecuencia de los patrones objetivo.

Tomando de nuevo como ejemplo la base de datos fictia de transacciones en un superme-
rcado reflejada en la Tabla 1, y considerando la tarea de minería de patrones frecuentes
junto a un soporte mínimo de 3, (es decir, únicamente son de nuestro interés aquellos ítems
que se compran de manera conjunta en al menos 3 de las transacciones), podemos observar
en la Figura 5 el conjunto de patrones que se consideran frecuentes y aquellos que no.

Figura 5. Diagrama de Hassel de la base de datos de la Tabla 1. Debajo de cada patrón se
muestra entre paréntesis su soporte correspondiente.

Como podemos observar en este caso, obtenemos como frecuentes todos los singletons:
{Galletas}, {Leche}, {Mantequilla} y {Pan}. A su vez, los patrones de longitud 2 {Gal-
letas, Leche}, {Galletas, Mantequilla}, {Leche, Mantequilla} y {Mantequilla, Pan} son
considerados patrones frecuentes ya que su soporte es igual o superior a 3. Por último, el
patrón formado por {Galletas, Leche, Mantequilla} es el único de longitud 3 o superior
que se consideraría frecuente.

El concepto de minería de patrones frecuentes conduce naturalmente al descubrimiento
de reglas y correlaciones presentes en los datos de modo que, en conjunción con dicha
tarea, se introdujo además la de minería de reglas de asociación. De este modo, una
regla de asociación R consiste en un par Antecedente → Consecuente donde, tanto el
Antecedente como el Consecuente de la regla son conjuntos de ítems. Del mismo modo
que los patrones, las reglas tienen asociadas diferentes métricas de calidad como el soporte
o la confianza, entre otros [30].
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A lo largo de los casi 30 años de vida de la tarea de minería de patrones frecuentes,
se han propuesto una gran cantidad de algoritmos y aproximaciones para llevar a cabo
la extracción del conjunto de patrones de interés en una base de datos. Debido a la
complejidad que supone extraer todo el conjunto de patrones o reglas de una base de
datos (2n−1, siendo n el número de ítems o variables presentes en dicha base de datos),
algunos autores han abordado el problema mediante algoritmos basados en heurísticas [31].
Sin embargo, la continua mejora y refinamiento de las diferentes propuestas exhaustivas
han dado lugar a la generación de algoritmos altamente eficientes, capaces de extraer el
conjunto total de patrones presente en una base de datos a un soporte mínimo dado. Entre
los más conocidos, podemos destacar: Apriori, Eclat, dEclat, FP-Growth, LCM (y sus
variantes), Relim y SaM.

■ Apriori [32] fue el primer algoritmo propuesto para la tarea de extracción de patrones
frecuentes. El algoritmo opera por niveles, es decir, todos los itemsets candidatos
de longitud k son producidos en el nivel k teniendo en cuenta el soporte de los
itemsets encontrados en el anterior nivel. La frecuencia de cada itemset es calculada
recorriendo una representación horizontal de la base de datos donde las transacciones
son representadas mediante listas de ítems. Para reducir el espado de búsqueda, el
algoritmo utliza la propiedad antimonotónica mediante la cual un patrón infrecuente
en el nivel k no puede originar otro frecuente en el nivel k + 1.

■ Eclat (Equivalent CLAss Transformation) [33]. Este algoritmo fue propuesto a finales
de los ’90 y representa la primera aproximación a la extracción de patrones frecuentes
a través de una representación vertical de la base de datos. El algoritmo comienza
ordenando los ítems en orden lexicográfico, anotando los ids de las transacciones
que contienen cada ítem y formando una estructura en forma de lista conocida como
tidset. Para cada itemset de longitud k considerado frecuente, el algoritmo genera
un itemset candidato de longitud k + 1 añadiendo el singleton que le corresponde
de acuerdo al orden lexicográfico del dataset original. De este modo, se genera un
nuevo tidset como resultado de la intersección de ambos tidsets (tanto el itemset

frecuente original como el singleton). Este algoritmo, aunque mucho más rápido que
el Apriori, presenta la principal desventaja de requerir una gran cantidad de memoria
debido al número y tamaño de los tidsets almacenados.

■ dEclat [34] es una versión modificada de Eclat para la extracción de patrones
frecuentes en bases de datos densas. El algoritmo consigue una mayor eficiencia
gracias a reducir enormemente el tamaño de los tidsets almacenados tras cada
intersección. De hecho, dEclat no almacena los tidsets sino unas estructuras llamadas
diffsets que representan las diferencias en los ids de los itemsets candidatos generados.
Este cambio a la hora de almacenar el conjunto de datos constituye un gran ahorro en
memoria al no tener que guardar los resultados intermedios, sobre todo en bases de
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datos muy densas. Sin embargo, es importante recalcar que este algoritmo también
puede obtener buenos resultados en bases de datos menos densas debido a que, como
se ha mencionado anteriormente, sólo tiene en cuenta los diffsets considerados en el
paso inmediatamente anterior.

■ FP-Growth (Frequent Pattern Growth Algorithm) [35] es un algoritmo que almacena
los datos en forma de árbol. Esta estructura forma un árbol de prefijos donde las
transacciones que comparten el mismo prefijo se combinan para ahorrar memoria
y tener fácil acceso. Debido a esto, los datos se distribuyen tanto horizontal como
verticalmente debido a que el árbol representa horizontalmente los datos mientras que
cada nodo o singleton hace referencia a una lista de transacciones donde ese singleton

está incluido (representación vertical). El coste computacional para encontrar un
itemset frecuente es considerablemente reducido, sin embargo, presenta la desventaja
que en grandes bases de datos puede requerir demasiado tiempo para construir el
árbol.

■ LCM (Linear Closed itemset Miner) [36]. Este algoritmo fue propuesto en 2003
y destaca por ser uno de los más rápidos para la tarea de extracción de itemsets

frecuentes, consiguiendo el premio a la mejor implementación en la competición
FIMI2003. LCM utiliza una representación de los datos híbrida debido a que
almacena los datos horizontalmente (los ítems que se incluyen en cada transacción)
y verticalmente a través de una lista de índices de las transacciones para cada ítem.
LCM destaca además por sus innovadoras optimizaciones (las cuales pueden ser
aplicadas a otros algoritmos) como el occurrence deliver scheme, las proyecciones en
las transacciones y la descomposición hipercúbica. Cada una de estas optimizaciones
le proporciona al algoritmo un una mayor velocidad y eficiencia de cómputo. De
este modo, el objetivo del occurrence deliver scheme es cálculo del soporte de los
itemsets. Para ello, el algoritmo detecta todos los singletons en el dataset y crea una
lista de celdas, las cuales se rellenan con el soporte de cada uno de estos singletons.
En el siguiente paso, se establece un orden lexicográfico en base al soporte de cada
uno de los singletons mientras que se ordenan las transacciones en base a este orden.
Posteriormente, empieza la búsqueda depth-first, basada en la conocida estrategia
de divide y vecerás, debido a que se selecciona un singleton en orden lexicográfico,
eliminando este de la base de datos para obtener todas las transacciones que no
contienen este singleton y todas las transacciones (o proyecciones) que derivan de
él. De este modo, se inicia un proceso recursivo en el que el algoritmo busca el
conjunto de itemsets o patrones frecuentes que derivan de un prefijo dado. Este
método presenta la ventaja de reutilizar la lista de celdas, ahorrando memoria y
tiempo de cómputo para su colocación. Por otro lado, la descomposición hipercúbica
se trata de, como se ha mencionado anteriormente, una mejora en el proceso de
búsqueda de itemsets frecuentes. Dado un itemset I y un ítem i, i /∈ I , si I y I ∪ i
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tienen el mismo soporte, entonces se denota a i como una extensión perfecta de I .
La gran ventaja computacional de esta optimización es que una vez detectadas las
extensiones perfectas, éstas son eliminadas de la recursión y usadas para generar
todos los superconjuntos de un prefijo dado que tengan el mismo soporte. Una
extensión perfecta tiene las siguientes propiedades:

1. Si i es una extensión perfecta del itemset I , entonces i es también una extensión
perfecta de cualquier itemset Q tal que I ⊆ Q mientras que i /∈ Q.

2. Considerando a E como el conjunto de todas las extensiones perfectas de I ,
entonces todos los sets I ∪Q con Q ∈ 2E (el conjunto frecuencia del conjunto
E) tiene el mismo soporte que I .

■ LCMv2 (Linear Closed itemset Miner versión 2) [37]. Este algoritmo se trata de
la segunda versión de LCM, propuesto un año después del original y consiguiendo
además por segundo año consecutivo el premio a mejor algoritmo en la competición
FIMI2004. En esta versión, los autores introdujeron mejoras relacionadas con
la reducción de la base de datos. En este sentido, los ítems no frecuentes eran
descartados de la base de datos si no aparecían en un determinado porcentaje de
transacciones. Además, aquellos ítems que aparecían en todas las transacciones
también eran eliminados, debido a que no su soporte no requería ser continuamente
calculado. La última mejora consistió en la unión de transacciones idénticas en
una sola, reduciendo de manera drástica el tamaño de la base de datos y el tiempo
requerido en el proceso de cómputo del soporte.

■ LCMv3 (Linear Closed itemset Miner versión 3) [38]. La tercera versión del
algoritmo LCM es también la más rápida hasta la fecha. En ella se implementaron
varios cambios importantes en la estructura del algoritmo con objeto de mejorar
su rendimiento. Para ello, los autores utilizaron una combinación de los tipos de
estructuras más eficientes para la extracción de patrones frecuentes: bitmaps, arrays
de listas y árboles de prefijos con la idea de que esta combinación consiguiese
superar las desventajas que tenían las estructuras por separado. Esta versión es muy
eficiente frente a bases de datos densas gracias al uso de la estructura bitmap, la cual
permite la intersección y unión de las transacciones de manera rápida y con un uso de
memoria eficiente. La estructura, también conocida como k-items machine almacena
los k ítems más frecuentes en un array de 0s y 1s. El elemento ij del array es 1 si y
solo si el ítem i está incluido en la transacción jth, si no, este es igual a 0. Los ítems
almacenados en el bitmap son utilizados para construir un árbol de prefijos que, con
la ayuda del occurrence deliver (implementado en versiones previas) facilita en gran
medida el proceso de conteo de itemsets frecuentes. Los ítems no guardados en el
bitmap se almacenan en arrays de listas y se utilizan siguiendo el procedimiento de
versiones anteriores. De este modo, mejoras implementadas en anteriores versiones
como la descomposición hipercúbida y la reducción de bases de datos también están
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presentes en la tercera versión del algoritmo.
■ Relim (Recursive ELIMination algorithm) [39]. Destaca por su simplicidad, ha-

biendo sido creado con la idea de no usar estructuras complejas. El algoritmo
representa la base de datos de manera horizontal donde primero los datos son or-
denados lexicográficamente y las transacciones agrupadas por ítems. Los ítems
infrecuentes son eliminados del proceso de extracción mientras que los frecuentes
entran en un proceso recursivo. Este proceso es aplicado al primer ítem y al con-
junto de transacciones agrupadas en torno a él, extrayendo los patrones frecuentes
que tienen como prefijo ese ítem. Una vez que el proceso de recursión finaliza, el
conjunto de transacciones asignadas a dicho ítem son reasignadas a los siguientes
ítems y el proceso empieza de nuevo para el siguiente ítem en orden lexicográfico.
Las primeras versiones de este algoritmo no eliminaban las transacciones duplicadas,
sin embargo este problema se ha solucionado en las más modernas. No obstante,
durante el proceso de recursión es posible encontrarse con transacciones duplicadas
que se generan a medida que se van extrayendo patrones frecuentes, perjudicando el
rendimiento final del proceso de búsqueda.

■ SaM (Split and Merge algorithm) [40]. Creado por el mismo autor que Relim, SaM
comparte una metodología similar pero siguiendo una representación totalmente
horizontal a través de arrays para representar transacciones y pesos para cada array,
que representan el número de veces que una determinada transacción aparece en los
datos. Los ítems se ordenan lexicográficamente y aquellas transacciones que tienen
como prefijo el ítem menos frecuentes sufren un proceso de corte, generando una
base de datos condicional o proyección. Sobre esta nueva base de datos se lleva a
cabo un proceso recursivo para encontrar todos los patrones frecuentes que tienen
como prefijo el ítem por el que se llevó a cabo el proceso de corte. Por otro lado,
la base de datos condicional obtenida tras el proceso de corte se une con la base de
datos original, recomputándose los pesos para eliminar las transacciones duplicadas.
Este proceso recursivo de cortar (dividir) y unir las transacciones se aplica para todos
los ítems de la base de datos.

2.2.2 Técnicas de minería de patrones descriptivas supervisadas

Las técnicas de minería de patrones tradicionales como la minería de patrones frecuentes y
las reglas de asociación son capaces de brindar información útil, así como descripciones
inesperadas en los datos. En las últimas décadas, se han propuesto novedosas metodologías
que extienden los conceptos de las mencionadas anteriormente, englobándose dentro de
la minería de patrones. Una de las más notorias es el desarrollo de nuevas herramientas
descriptivas pertenecientes a un marco de trabajo comúnmente conocido como minería
de patrones descriptiva supervisada [17] (SDPM por sus siglas en inglés). La minería de
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patrones descriptiva supervisada tiene como objetivo la búsqueda de patrones que sean
capaces de describir características de interés presentes en los datos, diferenciándose de
sus antecesoras para ello en el uso de un atributo diana.

Entre las técnicas más usadas dentro de SDPM destacan la minería de patrones emergentes,
la minería de conjuntos de contraste y el descubrimiento de subgrupos.

Minería de patrones emergentes

La minería de patrones emergentes tiene como objetivo encontrar patrones discriminativos
cuyo soporte o frecuencia difiere significativamente entre dos conjuntos de datos. En
otras palabras, siendo I = {i1, i2, ..., in} el conjunto de ítems incluidos en dos bases
de datos (Ωi y Ωj) en formato tabular binario (un ítem puede o no estar en los datos)
y T = {ti1, ti2, ..., tin} el conjunto de transacciones o registros presentes en Ωi tal que
∀ti ∈ T : ti ⊆ I ∈ Ωi, un patrón emergente es un patrón P ⊆ I cuyo soporte varía
considerablemente con respecto al soporte de ese mismo patrón P en Ωj . En esta tarea,
la métrica comúnmente considerada es el Growth Ratio (GR), que se define como el
ratio entre la frecuencia de P en una base de datos Ωi y su frecuencia en Ωj (veáse en la
Ecuación 2.2).

GR (P ) =
Soporte (P,Ωi)

Soporte (P,Ωj)
(2.2)

Con objeto de ejemplificar la tarea, la Figura 6 muestra el concepto subyacente a la minería
de patrones emergentes. Como podemos ver, tenemos un conjunto de figuras geométricas
formadas por círculos, cuadrados y triángulos (ver Figura 6 A). Si consideramos el color
de dichas figuras como el atributo target o diana (Figura 6 B ), obtenemos un contraste
binario entre dos clases: color azul y color naranja. De este modo, aquellas figuras que
aparezcan predominantemente en un color en esta base de datos ficticia podrían constituir
patrones emergentes. En este caso, los círculos naranjas formarían un patrón emergente,
debido a que su GR = 4/0 = ∞, mientras que, dependiendo del punto de corte para el
GR, los triángulos azules podrían suponer otro patrón emergente (GR = 3).

En base a las propiedades de los patrones analizados (estadísticas o valor de GR, entre
otros), la tarea de minería de patrones emergentes agrupa los patrones en varios grupos [17],
los cuales se describen a continuación:

■ Minimal emerging patterns. Un patrón emergente P es considerado minimal emerg-

ing pattern cuando ninguno de sus sub-patrones es considerado emergente. Formal-
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Figura 6. Esquematización del concepto de minería de patrones emergentes

mente, P es un minimal emerging pattern si GR(P ) ≥ λ siendo λ un GR mínimo y
∄S : S ⊂ P,GR(S) > λ.

■ Maximal emerging patterns. Un patrón emergente P es un maximal emerging

pattern cuando ninguno de sus superconjuntos es considerado patrón emergente.
Formalmente, P es un maximal emerging pattern si GR(P ) ≥ λ siendo λ un GR
mínimo y ∄S : S ⊃ P,GR(S) > λ.

■ Noise-tolerant emerging patterns. Un patrón emergente P es considerado noise-

tolerant emerging pattern si soporte(P,Ω1) ≥ β1 y soporte(P,Ω2) ≤ β2, siendo
β1 y β2 dos números enteros positivos y β1≫ β2.

■ Generalized noise-tolerant emerging patterns. Este tipo de patrones son una ex-
tensión de los noise-tolerant emerging patterns. Dados de nuevo dos números
enteros positivos β1 y β2, siendo β1 ≫ β2 y dos funciones monotónicas f1 y f2,
un patrón emergente se considera generalized noise-tolerant emerging pattern si
f1(soporte(P,Ω1))/f2(soporte(P,Ω2)) ≥ f1(β1)/f2(β2); f1(soporte(P,Ω1)) ≥
f1(β1) siendo además no satisfecha por ningún sub-patrón de P las condiciones
previamente descritas.

■ Chi emerging patterns. Estos tipos de patrones son similares a los noise tolerant

emerging patterns con la salvedad de que los autores incluyeron un test estadístico
χ2 con objeto de mejorar las capacidades descriptivas de los mismos. Un patrón
emergente P es considerado Chi emerging pattern si: i) soporte(P ) ≥ α, siendo α

un punto de corte mínimo para el soporte; ii) GR(P ) ≥ λ, siendo λ un GR mínimo;
iii) ∄S : S ⊂ P : soporte(S) ≥ α ∧ GR(S) ≥ λ ∧ fuerza(S) ≥ fuerza(P )

donde la fuerza hace referencia al poder discriminativo del patrón y se obtiene
mediante fuerza(S) = (GR(S)/(GR(S) + 1)) ∗ soporte(S) y iv) si |P | = 1. En
caso contrario, si |P | > 1 entonces debe satisfacerse que ∀S : S ⊂ P ∧ |S| =
|P | − 1 → χ(S, P ) > η donde η es el punto de corte mínimo usado para el test
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estadístico, siendo calculado el mismo a través de una tabla de contingencia.
■ Jumping emerging patterns. Un patrón emergente P es considerado jumping

emerging pattern (JEP) entre las bases de datos Ω1 y Ω2 cuando este aparece al
menos una vez en Ω1 pero no aparece nunca en Ω2. Como resultado, los JEPs
tienen un GR = ∞. Formalmente, P es JEP entre Ω1 y Ω2 si soporte(P,Ω1) ≥
1 ∧ soporte(P,Ω2) = 0

■ Essential jumping emerging patterns. Este tipo de patrones emergentes se considera
una clase perteneciente a los anteriormente descritos JEPs. Un patrón P es un essen-

tial jumping emerging pattern cuando ninguno de sus sub-patrones es considerado
JEP. Formalmente se P es considerado un essential jumping emerging pattern si
∄S : S ⊂ P ∧GR(S) =∞.

Desde la definición de la tarea de minería de patrones emergentes se han propuesto
multitud de algoritmos especializados en su extracción que, de acuerdo a un reciente
estudio [17] pueden ser clasificados en varias categorías debido a la semejanza reflejada en
su funcionamiento:

■ Propuestas basadas en bordes. Los algoritmos pertenecientes a esta categoría
representan patrones emergentes usando el concepto de bordes, sin requerir de la
costosa carga computacional necesaria para extraer todos los subconjuntos. Un
borde [41] puede ser definido como un par (L,R), donde L (el borde izquierdo) es
un conjunto de patrones emergentes mínimos (ningún subconjunto es considerado
patrón emergente) y R (el borde derecho) es un conjunto de patrones emergentes
máximos, es decir, ningún superconjunto de estos patrones es considerado un patrón
emergente. Se considera válido a un borde si se cumplen las siguientes condiciones:
a) L y R son una colección anticadena de patrones. Un conjunto de patrones
S es considerado anticadena si cualquiera de los patrones X o Y dentro de este
conjunto son incomparables, formalmente ∀X, Y ∈ S : X ⊈ Y ∧ Y ⊈ X; b) cada
elemento en L es un subconjunto de algún elemento en R y cada elemento en R es un
superconjunto de algún elemento en L. Uno de los algoritmos más representativos
bajo esta categoría es MBD-LLBorder [42]. Estas condiciones permiten a los bordes
representar espacios de búsqueda convexos dentro del espacio total de patrones
emergentes de tal manera que cualquier patrón entre L y R es considerado un patrón
emergente. Este algoritmo descubre todos los patrones emergentes devolviendo
primero todos los patrones que cumplen un valor de soporte mínimo y buscando
posteriormente grandes diferencias entre los bordes a través del valor de GR. Por otro
lado, Li et al. [43] propusieron en 2004 JEPProducer, el cual es bastante similar a
MBD-LLBorder pero no requiere volver a etapas iniciales del algoritmo para derivar
nuevos patrones emergentes [17].
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■ Métodos basados en restricciones. Los algoritmos en este grupo se centran en
reducir la explosión resultante de la enumeración de patrones candidatos a través de
la limpieza del espacio de búsqueda. ConsEPMiner [44] es uno de los más repre-
sentativos dentro de este grupo. Este algoritmo incluye varios métodos restrictivos
basados en métricas como el soporte mínimo, el GR y la mejora del GR.

■ Métodos basados en árboles. Estos algoritmos están basados en la típica estructura
en árbol, la cual ha demostrado en numerosas ocasiones ser altamente eficiente en la
tarea de extracción de itemsets frecuentes [27] para reducir el número de consultas
realizadas a la base de datos. Los algoritmos dentro de esta categoría ordenan los
ítems en base a la métrica de GR, añadiéndolos posteriormente a la estructura en
árbol. De este modo, los singletons más cercanos a la raíz del árbol tienen un GR
mayor que aquellos más cercanos a las hojas. Bailey et al. [45] propusieron uno de
los primeros algoritmos basados en esta estructura para la extracción de patrones
emergentes. Primero, este algoritmo escanea el árbol buscando potenciales JEPs.
Posteriormente, un procedimiento basado en bordes es considerado para identificar
los verdaderos JEPs. Por otro lado, Fan et al. [46] propusieron otro algoritmo
basado en árboles que es capaz de capturar todos los essential jumping emerging

patterns de una base de datos. Para ello, el algoritmo ordena el árbol de acuerdo al
valor del GR de los patrones además de utilizar un punto de corte mínimo para esta
métrica. Finalmente, los patrones menos interesantes (aquellos que no son capaces
de cubrir nuevos registros no cubiertos por otros essential jumping emerging pat-

terns mejor posicionados en el ordenamiento inicial) son descartados. Los mismos
autores propusieron posteriormente iEP-Miner [47] para extraer chi emerging pat-

terns, seguido de una actualización de su primera propuesta [46] pero considerando
esta vez una métrica específica conocida como el ratio de soporte, que es definida
como max(soporte(P,Ω1)/soporte(P,Ω2), soporte(P,Ω2)/soporte(P,Ω1)). El
ratio de soporte puede tomar valores desde 0 a infinito de acuerdo a algunas restric-
ciones establecidas, siendo usado para ordenar los patrones en el árbol de forma
descendente. Tras la construcción del árbol y su ordenamiento, el algoritmo lo
recorre buscando patrones emergentes que cumplan además con un soporte mín-
imo establecido. Adicionalmente, Terlecki et al. [48] propusieron ciertas mejoras
para la tarea que afectaban principalmente a la limpieza del espacio de búsqueda
mientras que Liu et al. [49] diseñaron un algoritmo para extraer essential jump-

ing emerging patterns basado en una estructura con un crecimiento dinámico del
árbol. Este método presenta la particularidad de tener una mayor eficiencia que
otros anteriormente propuestos bajo esta categoría debido al uso de cadenas de bits
para representar las transacciones y de filtros adicionales para reducir el número de
patrones candidatos.

■ Propuestas basadas en sistemas difusos evolutivos. Estas propuestas están in-
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spiradas en el proceso de la evolución biológica, intentando realizar una búsqueda
eficiente a través del espacio global de búsqueda para llegar a soluciones óptimas
en un lapso de tiempo comedido. Entre ellas podemos destacar EvAEP [50], prop-
uesto por Garcia-Vico et al. es un algoritmo reciente diseñado para extraer patrones
emergentes difusos. El algoritmo sigue un proceso de búsqueda iterativo hasta que
alcanza ciertos criterios de parada, devolviendo el conjunto de mejores soluciones
encontradas hasta el momento en el proceso evolutivo. Recientemente, este algo-
ritmo fue adaptado para trabajar en ambientes Big Data a través de MapReduce.
Esta nueva versión del algoritmo, llamada EvAEP-Spark [50], utiliza Apache Spark
para reducir la carga computacional en el proceso de evaluación de EvAEP.

Minería de conjuntos de contraste

La minería de conjuntos de contraste es otra de las técnicas pertenecientes a la tarea
de SDPM. Esta técnica, desarrollada en 1999 [51] sigue un proceso de descubrimiento
de reglas en la base de datos que busca grupos de atributos y valores cuya distribución
varía significativamente entre los grupos o conjuntos de contraste. Esta técnica puede ser
utilizada en una pequeña porción de una base de datos más grande o en múltiples bases de
de datos que compartan una condición estadística común.

Un conjunto de contraste se define como un patrón P cuyo soporte difiere notoramiente
entre múltiples clases. En ese sentido, siendo I = {i1, i2, ..., in} el conjunto de ítems
incluidos en una base de datos Ω representada de una manera tabular y binaria (el ítem
puede o no aparecer en la base de datos) y T = {t1, t2, ..., tn} el conjunto de transacciones
o registros presentes en los datos tal que ∀t ∈ T : t ⊆ I ∈ Ω. Formalmente, un conjunto
de contraste es un patrón P ⊆ I formado por un conjunto de ítems pertenecientes a I cuyo
soporte en una base de datos difiere notablemente del soporte de ese mismo patrón P en
una base de datos diferente. Generalmente, la métrica de calidad utilizada para cuantificar
cuánto difiere un patrón P entre varios conjuntos de datos Ω1,2,...,k es representada de la
siguiente manera (véase la ecuación 2.3):

max
∀Ωi,Ωj , Ωi∩Ωj=∅

|Soporte(P,Ωi)− Soporte(P,Ωj)| (2.3)

En adelante en este trabajo, esta métrica encargada de describir la diferencia absoluta entre
los soportes de P es referida como la métrica de conjuntos de contraste.
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Figura 7. Esquematización del concepto de minería de patrones de contraste

De igual modo que con la tarea de minería de patrones emergentes, en la Figura 7 se
ejemplifica el objetivo tras la tarea de la minería de conjuntos de contraste. En este caso, si
atendemos a la forma de las figuras geométricas (Figura 7 B) obtenemos hasta 3 grupos
de contraste: círculos, cuadrados y triángulos. La principal diferencia entre la minería de
patrones emergentes y la de contraste radica en el número de clases o contrastes a realizar,
quedando además recogida en la formulación de sus métricas de calidad. De este modo,
suponiendo que tenemos establecido un punto de corte mínimo en la métrica de conjuntos
de contraste de 3, obtendríamos como un grupo de contraste los círculos con color naranja
debido a que max((4-2) y (4-1)) = 3, viniendo este patrón del contraste entre los círculos y
triángulos. Del mismo modo, podríamos obtener un patrón de contraste con los triángulos
azules, que vendría del contraste realizado entre triángulos y círculos del respectivo color.

Desde la formulación de la tarea a finales de los noventa se han propuesto numerosos
algoritmos para la extracción de conjuntos de contraste. A continuación se detallan algunos
de los algoritmos más importantes hasta la fecha, seguidos de una pequeña descripción:

Los algoritmos más pioneros que constituyen las primeras aproximaciones para la tarea
de minería de grupos de contraste son STUCCO y CIGAR. Entre estos, STUCCO [51]
fue el primer algoritmo propuesto para la extraer conjuntos de contraste. El algoritmo
cuenta con una estructura en árbol, similar al clásico algoritmo Apriori, para encontrar
todos los itemsets de tamaño k. Con cada iteración, el algoritmo asigna tanto un valor chi
cuadrado como uno de soporte a cada itemset generado. Para que un itemset o patrón P

sea considerado un conjunto de contraste válido, éste debe cumplir con ciertos puntos de
corte mínimos establecidos previamente por el usuario tanto en el valor de la métrica de
contraste como en el de chi cuadrado. Posteriormente, el algoritmo mantiene sólo aquellas
soluciones novedosas quedándose únicamente con los conjuntos de contraste candidatos
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en los que el valor de soporte esperado difiere del valor real observado en la base de
datos. CIGAR [52], por su parte, es un algoritmo similar a STUCCO que fue propuesto
años después. A diferencia de STUCCO, CIGAR es capaz de determinar entre qué pares
de grupos se dan las diferencias e impone restricciones adicionales a la anteriormente
mencionada diferencia en los soportes entre dos grupos. En este sentido, el algoritmo
únicamente considera un conjunto de contraste candidato como válido si cumple con un
nivel de soporte mínimo, con un nivel mínimo de correlación con respecto a un grupo y
con un nivel mínimo en la diferencia de correlación (|cor(P,Ωi)− cor(hijo(P,Ωi))| ≥ γ)
la cual es usada para purgar y reducir el espacio de búsqueda. En el mismo año que
CIGAR, Wong et al. [53] publicaron un algoritmo capaz de minar conjustos de contraste
negativos. Este tipo de conjuntos de contraste pueden capturar diferencias significativas
entre la existencia o no de varias características para varios de los grupos observados en
los datos. Dado un patrón o itemset P compuesto por ítems i1, i2, ..., in, la negación del
ítem ij ∈ P se denota como ¬ij . Siendo {X, Y } una bipartición de P , si X ̸= ∅, Y ̸=
∅, X ∩ Y ̸= ∅ y X ∪ Y = P , P es un patrón negativo si alguna bipartición {X, Y } de
P cumple las siguientes condiciones: i) Tanto el soporte de X como el soporte de Y

cumplen con un nivel mínimo de soporte α establecido; ii) Soporte(X ∪ ¬Y ) ≥ α o
Soporte(¬X ∪ Y ) ≥ α o Soporte(¬X ∪ ¬Y ) ≥ α; iii) para un valor mínimo de interés
se da γ, interés(X ∪ ¬Y ) = |Soporte(X ∪ ¬Y ) − Soporte(X) × Soporte(¬Y )| ≥
γ o interés(¬X ∪ Y ) = |Soporte(¬X ∪ Y ) − Soporte(¬X) × Soporte(Y )| ≥ γ o
interés(¬X ∪ ¬Y ) = |Soporte(¬X ∪ ¬Y )− Soporte(¬X)× Soporte(¬Y )| ≥ γ.

Mientras que la obtención de los conjuntos de contraste a partir de datos categóricos es
una tarea relativamente directa de conseguir, la obtención de conjuntos de contraste a
partir de datos cuantitativos presenta una mayor complejidad. Con objeto de dar solución
a este problema perdiendo la mínima información posible en el proceso de transforma-
ción de variables se propuso Gen_QCSets [54]. Este algoritmo emplea una estructura
en árbol para explorar el espacio de búsqueda mientras que los conjuntos de contraste
candidatos son evaluados a través de una serie de t y z-tests estadísticos. De este modo, los
valores continuos son discretizados en intervalos de la forma [Caracterı́stica ≥ V alor]
o [Caracterı́stica < V alor] a través de una variación en el algoritmo de división por
intervalos de igual amplitud. En cada iteración, un atributo es discretizado atendiendo a
un intervalo de amplitud predefinido por el usuario. Si un intervalo no tiene al menos dos
muestras, éste se expande hasta cumplir con los requerimientos de los tests estadísticos que
se llevarán a cabo posteriormente. Dos años después, se propuso CSM-SD, un algoritmo
que nació de la combinación de dos tareas pertenecientes a SPDM: la minería de conjuntos
de contraste y el descubrimiento de subgrupos [55]. Los autores de este algoritmo consid-
eraron la compatibilidad de ambas tareas ya que éstas pueden ser traducidas a expresiones
lógicas equivalentes con el mismo significado. Por ejemplo, los autores consideraron un
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caso especial de la minería de conjuntos de contraste con sólo dos grupos a contrastar. En
la tarea de descubrimiento de subgrupos esta caso puede interpretarse como dos tareas
C = Grupo1, C = Grupo2 and C = Grupo1, C = Grupo2. Debido a la posibilidad de
derivar esta extrapolación entre ambos grupos, los autores consideraron que podía ser
extendida y aplicada a n grupos. De este modo, CSM-SD busca reglas que discriminan
entre todos los pares de grupos considerados, donde cada par de conjuntos de contraste es
considerado como una clase analizada por un algoritmo de descubrimiento de subgrupos.

Por otro lado, recientemente, Liu et al. [56] propusieron DIFF. Este algoritmo emplea un
árbol de prefijos para optimizar el espacio de búsqueda y extraer los conjuntos de contraste
candidatos. A diferencia de STUCCO o CIGAR, DIFF añade una definición más general
para diferenciar los distintos grupos. Adicionalmente a la métrica de conjuntos de contraste
basada en la diferencia absoluta entre los valores de soporte, DIFF también considera la
diferencia relativa en el nivel de soporte. La diferencia relativa en el nivel de soporte para
un patrón P es calculada como min(Soporte(P |Ωn))/max(Soporte(P |Ωn)), siendo n

el índice de la base de datos o grupo considerado por el algoritmo en ese momento. De
este modo, un patrón P tiene que cumplir con un nivel mínimo para este ratio, considerado
por el usuario, para poder ser considerado un conjunto de contraste candidato válido. Con
el uso combinado de los conjuntos de contraste y las métricas de diferencias relativas,
DIFF intenta buscar el conjunto de soluciones que garantiza la integridad de los resultados.
Hace escasos años y siguiendo la estela de la consideración de nuevas restricciones en
la tarea de minería de grupos de contraste se propuso ECSM [57], el cual puede obtener
el conjunto de soluciones de contraste excepcionales añadiendo restricciones adicionales
a las consideradas previamente por algoritmos clásicos como STUCCO o CIGAR. Los
conjuntos de contraste candidatos son considerados redundantes si cumplen cualesquiera
de las restricciones impuestas por STUCCO y CIGAR o si todos sus subconjuntos tienen
mejores valores chi cuadrado. Una vez que se obtiene el conjunto de todos los conjuntos
de contraste no redundantes, el algoritmo busca aquellos que sean realmente excepcionales.
Un grupo de contraste es excepcional para el algoritmo ECSM si cumple las siguientes
condiciones: i) el patrón candidato y sus singletons cumplen las métricas de conjunto de
contraste y son estadísticamente significativos; ii) el grupo dominante del patrón candidato
es diferente en al menos uno de sus singletons. El grupo dominante de un conjunto de
contraste X es el grupo donde X presente su mayor nivel de soporte; iii) Su valor de chi
cuadrado es mayor que el de los singletons que pertenecen al mismo grupo dominante. Por
último, en el mismo año se produjo una interesante propuesta capaz de extraer grupos de
contraste en Big Data. El algoritmo, llamado DisCOSet [58], no considera puntos de corte
predefinidos. En su lugar, su objetivo es obtener para cada clase previamente definida por
el usuario el conjunto mínimo de atributos que maximizan el poder descriptivo de esa clase
con respecto a otras. Los autores definen el poder descriptivo de un conjunto de contraste
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como la precisión en clasificar instancias no vistas de una cierta clase Ci contra todas las
demás clases en el conjunto de testeo.

Descubrimiento de subgrupos

El descubrimiento de subgrupos es una técnica de minería de datos englobada dentro
del grupo de técnicas de minería de patrones descriptiva supervisada. La tarea recibe su
nombre debido a que los patrones extraídos son generalmente representados en forma
de reglas de asociación y llamados subgrupos. Una regla de asociación R puede ser
definida como R : Ant → t donde el antecedente de la regla consiste en un conjunto
de características formado por la unión de pares atributo - valor y t hace referencia a la
clase o atributo diana. El objetivo final de la tarea es la extracción de conjuntos de reglas
estadísticamente interesantes con respecto a una variable diana (por ejemplo, presentan
la distribución estadística más inusual frente a la variable diana), destacando, como en el
resto de tareas presentadas bajo el manto de la minería de patrones descriptiva supervisada,
su combinación de inducciones predictiva y descriptiva [59].

Debido a que la tarea se centra en la obtención de un conjunto de reglas que se consideren
interesantes en base a ciertas métricas, el descubrimiento de subgrupos no extrae nece-
sariamente relaciones completas sino parciales. La principal diferencia entre las tareas de
minería de patrones emergentes y de conjuntos de contraste con respecto al descubrimiento
de subgrupos es que ésta última trata de describir distribuciones estadísticas inusuales
presentes en los datos con respecto a un atributo o variable diana. Mientras tanto, la
minería de patrones emergentes y la de conjuntos de contraste buscan describir relaciones
en los datos específicas para las clases de interés en base a métricas como el Growth Ratio

y la métrica de contraste. Es decir, mientras que éstas técnicas buscan la obtención de un
conjunto de patrones o reglas en base a grandes diferencias en los soportes de los patrones
observados en cada una de las clases de la base de datos, el descubrimiento de subgrupos
tiene en cuenta además métricas como el grado de novedad e inusualidad.

A su vez, la tarea de descubrimiento de subgrupos suele ser comparada con la de clasifi-
cación y la formación de clústeres, debido a que es capaz de encontrar relaciones entre
conjuntos de atributos, formando los llamados subgrupos. Sin embargo, la tarea de sub-
grupos es diferente a éstas aproximaciones en el sentido en el que no trata de producir
un modelo complejo que le permita clasificar futuras muestras ni trabaja con datos no
etiquetados para describir estructuras presentes en los datos. En cambio, la tarea de des-
cubrimiento de subgrupos pretende encontrar un conjunto de reglas simples e interesantes
que permitan describir el conjunto de datos etiquetados, con objeto de poder formar los así
llamados subgrupos entre datos que se encuentren relacionados (ver Figura 8).
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Figura 8. Esquematización del concepto de descubrimiento de subgrupos (C). Comparativa
con respecto a clasificación (A) y análisis clúster (B).

Para cuantificar el grado de novedad e inusualidad de los patrones extraídos, las técnicas
de descubrimiento de subgrupos cuentan con una serie de métricas de calidad que permiten
cuantificar aspectos estadísticos de los patrones así como el establecimiento de puntos de
corte para filtrar el conjunto final de soluciones obtenidas. La elección de una métrica
adecuada para cuantificar la calidad de las soluciones es uno de los aspectos clave en
cualquier tarea de minería de datos, sin embargo tiene una especial relevancia en la tarea
de descubrimiento de subgrupos donde estas pueden ser clasificadas en dos grandes grupos
atendiendo a la naturaleza del conjunto de relgas. Así, podemos distinguir entre métricas
de calidad para atributos discretizados y métricas de calidad para atributos continuos.

Para las métricas de calidad referidas a variables discretizadas, de acuerdo a [59], éstas
pueden ser clasificadas bajo medidas de complejidad, generalidad, precisión e interés:

■ Medidas de complejidad. Las métricas que forman parte de este grupo hacen
referencia al grado de interpretabilidad y simpleza de las reglas extraídas. Dentro de
este grupo destacan métricas como el número de reglas obtenidas o el número de
variables que forman parte del antecedente de la regla.

■ Medidas de generalidad. Éstas medidas engloban aquellas utilizadas para conocer la
calidad de las reglas obtenidas en base a cómo de bien son capaces de representar a
los registros de la base de datos. Entre las métricas más utilizadas tenemos el soporte,
definido anteriormente como la frecuencia de transacciones en las que la regla está
presente, considerando tanto el antecedente como el atributo diana de la regla. Por
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otro lado, el coverage o cobertura de una regla, es definido como la proporción de
transacciones en las que el antecedente de la regla está presente.

■ Medidas de precisión. Las medidas de precisión están relacionadas con la confianza
de las soluciones obtenidas. Entre las métricas más usadas dentro de esta categoría
destaca la confianza o precisión, la cual cuantifica el grado de confianza de una regla
en base al ratio de registros cubiertos por la regla completa entre el de registros
cubiertos únicamente por el antecedente. Por otro lado, encontramos la métrica
Qc, que cuantifica el intercambio entre el número de registros que cubren la regla
completa con respecto a aquellos que sólo cubren la parte del antecedente, pero a
diferencia de la precisión, teniendo en cuenta también un parámetro constante c. De
manera formal, en la ecuación 2.4 se define Qc como:

Qc (Antecendete→ t) = |∀ri ∈ Ω : Antecendete ∪ t ⊆ ri| − c

×|∀ri ∈ Ω : Ant ⊆ ri ∧ t /∈ ri|
(2.4)

Por último, dentro de éstas métricas también destaca la denominada Qg, la cual
cuantifica el ratio entre los registros correctamente clasificados, es decir, cubiertos
por la regla completa, entre el número de registros únicamente cubiertos por el
antedecente más un parámetro de generalización g, el cual suele tomar valores entre
0.5 y 100. Formalmente, Qg se define tal y como se muestra en la ecuación 2.5.

Qg (Ant→ t) =
|∀ri ∈ Ω : Ant ∪ t ⊆ ri|

|∀ri ∈ Ω : Ant ⊆ ri ∧ t /∈ ri|+ g
(2.5)

■ Medidas de interés. A este grupo pertenecen aquellas métricas cuyo objetivo es
seleccionar y ordenar las soluciones en base a su potencial interés para el usuario. A
este grupo de métricas pertenecen la significancia, el grado de novedad y el interés.
La significancia cuantifica las reglas obtenidas a través del ratio de verosimilitud de
la misma, siendo calculada como se muestra en la ecuación 2.6. Por otro lado, el
grado de novedad hace referencia a una métrica utilizada para detectar subgrupos
inusuales, siendo definida en la ecuación 2.7. Por último, el interés mide el propio
interés (valga la redundancia) de una regla a través del ratio entre la ganancia de
información aportada por cada valor o intervalo de la variable y la cardinalidad del
atributo diana. Su formulación puede ser consultada en la ecuación 2.8.
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Significancia (Ant→ t) = 2×
m∑

n=0

|{∀ri ∈ Ω : Ant ∪ tn ⊆ ri}|

×log |{∀ri ∈ Ω : Ant ∪ tn ⊆ ri}|
{∀ri ∈ Ω : tn ⊆ ri}| × |{∀ri∈Ω:Ant⊆ri}|

|{∀ri∈Ω}|

(2.6)

Grado de novedad (Ant→ t) = |{∀ri ∈ Ω : Ant ∪ t ⊆ ri}|−

(|{∀ri ∈ Ω : Ant ⊆ ri}| × |{∀ri ∈ Ω : t ⊆ ri}|)
(2.7)

Interés (Ant→ t) =

∑nj

i=1 Info ganada(αi)

nj × log2(Cardinalidadt)
(2.8)

donde α es el número de valores o intervalos de la variable diana.
■ Medidas híbridas. Las métricas híbridas nacen de un intento de combinar medidas

de generalidad, interés y precisión para cuantificar la calidad de las reglas obtenidas.
Dentro de este grupo encontramos la sensibilidad, especificidad e inusualidad. La
sensibilidad cuantifica el ratio entre los registros cubiertos por la regla completa y
aquellos cubiertos únicamente por el atributo diana. De este modo, también puede
interpretarse como la proporción de casos positivos clasificados correctamente. Por
su parte, la especificidad, como en otras disciplinas, cuantifica el número de casos
negativos incorrectamente clasificados. Por último, la inusualidad de una regla
puede ser vista como un balance entre su cobertura y la ganancia de precisión, siendo
cuantificada por la precisión relativa ponderada (WRAcc), la cual, con frecuencia, es
expresada de manera normalizada como NWRAcc. Las métricas recogidas bajo esta
categoría se definen en las ecuaciones 2.9, 2.10, 2.11 y 2.12 para la sensibilidad,
especificidad, WRAcc y NWRAcc, respectivamente.

Sensibilidad (Ant→ t) =
|{∀ri ∈ Ω : Ant ∪ t ⊆ ri}|
|{∀ri ∈ Ω : t ⊆ ri}|

(2.9)

Especificidad (Ant→ t) =
|{∀ri ∈ Ω : Ant ∪ t ⊈ ri}|
|{∀ri ∈ Ω : t ⊈ ri}|

(2.10)
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Precisión relativa ponderada (WRAcc) (Ant→ t) =
|{∀ri ∈ Ω : Ant ⊆ ri}|

|{∀ri ∈ Ω}|

×
(
|{∀ri ∈ Ω : Ant ∪ t ⊆ ri}|
|{∀ri ∈ Ω : Ant ⊆ ri}|

− |{∀r
i ∈ Ω : t ⊆ ri}|
|{∀ri ∈ Ω}|

)
(2.11)

WRAcc normalizada (NWRAcc) (Ant→ t) =
WRAcc(Ant→ t)− LBWRAcc

UBWRAcc − LBWRAcc

(2.12)

donde LBWRAcc y UBWRAcc se definen como:

LBWRAcc =

(
1− |{∀r

i ∈ Ω : t ⊆ ri}|
|{∀ri ∈ Ω}|

)
×
(
0− |{∀r

i ∈ Ω : t ⊆ ri}|
|{∀ri ∈ Ω}|

)
(2.13)

UBWRAcc =

(
|{∀ri ∈ Ω : t ⊆ ri}|
|{∀ri ∈ Ω}|

)
×
(
1− |{∀r

i ∈ Ω : t ⊆ ri}|
|{∀ri ∈ Ω}|

)
(2.14)

Por otra parte, según Ventura et al. [17], las métricas de calidad para atributos continuos
pueden clasificarse en cinco grandes grupos dependiendo del estadístico a cuantificar. De
este modo tenemos métricas basadas en la media, en la varianza, en la mediana, en el rango
o en la distribución.

■ Métricas basadas en la media. Estas métricas cuantifican la calidad de las distintas
soluciones obtenidas a través de la comparación de la media de la solución con re-
specto al valor medio general de la misma en la base de datos. Un subgrupo o patrón
P es considerado interesante si el valor medio del atributo diana es significativa-
mente mayor en P . Dentro de este grupo de métricas encontramos la función basada
en la media, denotada como qmean(P ) = iP × (µP − µΩ), donde iP hace referencia
al conjunto de transacciones cubiertas por el patrón o regla P , mientras que µP y
µΩ se corresponden con los valores medios del subgrupo P y el valor medio de la
base de datos Ω, respectivamente. Otra métrica interesante dentro de este grupo es
la función basada en la media simétrica genérica la cual es muy similar a la anterior-
mente mencionada pero considerando esta vez la diferencia entre las medias en valor
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absoluto (qsym(P ) = iP × |µP −µΩ|) o al cuadrado (qsq(P ) = iP × (µP −µΩ)
2. La

reducción de la varianza también es otra conocida métrica de simetría, definida en el
contexto de regresiones en árboles de aprendizaje por (Breiman et al. [60]) como
qvr(P ) = iP

iΩ−iP
× (µP − µΩ).

■ Métricas basadas en la varianza. A este grupo pertenecen el conjunto de métricas
creadas para identificar patrones con una varianza inusual. La principal métrica
dentro de esta categoría es la función basada en la varianza que se computa como
qsq(P ) = iP×(σP−σΩ). En este caso, σP y σΩ se corresponden con las desviaciones
estándar del patrón P y la base de datos Ω, respectivamente.

■ Métricas basadas en la mediana. Este conjunto de métricas fue propuesto para hacer
frente al principal problema de las métricas basadas en la media: su sensibilidad
a los valores extremos. La métrica más representativa de este grupo es la medida
genérica basada en la mediana que se denota como qmed(P ) = iP × (meP −meΩ),
siendo meP y meΩ las medianas de los valores del atributo diana en P y la base de
datos Ω, respectivamente.

■ Métricas basadas en el rango. Este grupo de medidas presenta la peculiaridad de
usar el rango del atributo diana en lugar del valor del mismo. De este modo, las
soluciones son ordenadas de manera descendente de acuerdo al valor del atributo
diana, permitiendo una reducción de la sensibilidad a los valores extremos.

■ Métricas basadas en la distribución. En este grupo se incluyen medidas que capturan
cuándo aumenta o disminuye el valor del atributo diana. La métrica más popular den-
tro de esta categoría es equivalente a la prueba estadística de Kolmogorov-Smirnov,
denotándose como: qks(P ) =

√
(iP × iPC)/iΩ × ∆(P,¬P ) donde ∆(P,¬P ) es

el supremum de las diferencias en la distribución empírica de la función inducida
por P y su complemento ¬P .

La tarea de descubrimiento de subgrupos es quizás la más extendida a otros dominios y
sobre la que más se ha trabajado dentro de la minería de patrones supervisados, dando lugar
a numerosas contribuciones en forma de algoritmos diseñados para extraer soluciones en
base a las métricas anteriormente denotadas. De acuerdo a [17], podemos encontrar hasta
cuatro grandes grupos de algoritmos para esta tarea: algoritmos basados en extensiones de
algoritmos de clasificación, algoritmos basados en extensiones de algoritmos de reglas de
asociación, algoritmos evolutivos y algoritmos diseñados para trabajar en Big Data.

■ Algoritmos basados en extensiones de algoritmos de clasificación. A este grupo
pertenece el primero de los algoritmos desarrollados para la tarea de descubrimiento
de subgrupos: EXPLORA [61]. Este algoritmo se basa en el uso de estructuras en
forma de árbol en conjunto con un método estadístico para cuantificar el nivel de
interés de las soluciones obtenidas. Un año más tarde, MIDOS [62] nace como una
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extensión de este primer algoritmo para la extracción de subgrupos en bases de datos
multi-relacionales. Con objeto de mejorar tanto a EXPLORA como MIDOS, en
2002 se publica por primera vez SubgroupMiner [63], un sistema basado en reglas de
decisión y búsqueda interactiva, integrando además varios métodos de visualización.
Para verificar si un subgrupo es interesante, el algoritmo emplea un conjunto de
métricas de calidad para verificar si la distribución estadística del atributo diana es
significativamente distinta entre las distintas soluciones obtenidas. Más tarde, en
2004, Lavrač et al. [64] propusieron CN2-SD como una adaptación del algoritmo de
clasificación CN2 a la tarea de descubrimiento de subgrupos. Este algoritmo utiliza
una heurística basada en la combinación diferentes métricas de calidad junto con la
asignación de distintos pesos y un método de clasificación probabilística basado en
la distribución del atributo diana.

■ Algoritmos basados en extensiones de la tarea de minería de reglas de asociación.
La tarea de descubrimiento de subgrupos presenta cierta similitud con respecto
a la extracción de reglas de asociación. Un subgrupo podría ser visto como una
regla en la que el atributo diana está prefijado en el consecuente mientras que en
la tarea de minería de reglas de asociación el atributo puede aparecer tanto en el
antecedente como en el consecuente de la regla. Debido a la similaridad presente en
la naturaleza de ambas tareas, varios autores han adaptado algoritmos de reglas de
asociación a la tarea como [65] con Apriori-SD. Apriori-SD es una adaptación del
algoritmo basal y más conocido de la tarea de extracción de reglas de asociación:
Apriori. Esta adaptación incluye nuevas características como la incorporación de un
esquema de pesos en el post-procesamiento de las reglas, el uso de nuevas métricas
de calidad utilizadas en la tarea de descubrimiento de subgrupos y una clasificación
probabilística de las transacciones. En 2009, Mueller et al. [66] propusieron SD4TS
(Subgroup Discovery for Test Selection) basándose en Apriori-SD pero incorporando
la calidad del subgrupo en la búsqueda heurística, consiguiendo reducir el espacio
de búsqueda e incrementando la eficiencia del algoritmo original. Tomando esta
vez como base el algoritmo FP-Growth de reglas de asociación, Atzmueller et

al. [67] propusieron SD-Map. Este algoritmo presenta un proceso de búsqueda
exhaustivo guiado por diferentes métricas de calidad (a elegir según el análisis),
aunque no por ello presenta una notable pérdida de rendimiento. Esto se debe en gran
medida a la representación de la base de datos en un árbol de prefijos que permite
reducir el número de total de consultas, incrementando la velocidad de ejecución del
mismo. Merge-SD es otra propuesta importante que reduce el espacio de búsqueda
gracias al uso de restricciones adicionales basadas en métricas de calidad entre
intervalos númericos solapantes [68]. Posteriormente, en 2016 se publicó SD-Map*,
una extensión de SD-Map que amplía el uso del algoritmo a atributos continuos
utilizando una estructura en árbol, usando los nodos para almacenar el interés de
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cada subgrupo sino estimados estadísticos adicionales. Por último para este grupo de
algoritmos, podemos destacar algoritmos de reciente creación como OMSIND [69]
o DISGROU [70]. Por su parte, OSMIND consigue un buen rendimiento en cuanto
al tiempo que necesita para encontrar los subgrupos (considerando además que se
basa en una aproximación exhaustiva). Este funciona sin una discretización previa
de los datos y trata de buscar los subgrupos óptimos. Si tenemos una base de datos Ω,
una medida de calidad q y el conjunto de todos los subgrupos P de Ω, un subgrupo
es óptimo si ∀p′ ∈ P : q(p′) ≤ q(p). En ciertas situaciones, puede darse el caso de
tener varios subgrupos con la misma calidad, en este caso, los autores del algoritmo
dejan al usuario elegir el que mejor se adapte a su análisis. En el caso de DISGROU,
los autores ofrecen un algoritmo capaz de extraer subgrupos en intervalos numéricos
discontinuos, filtrando de este modo intervalos de baja calidad en los subgrupos.

■ Algoritmos evolutivos. Debido a que la tarea de descubrimiento de subgrupos puede
ser tratada como un problema de optimización, varios autores han considerado la
adaptación de aproximaciones evolutivas a esta tarea. En este grupo, se presentan
algunas de las contribuciones más importantes. La mayoría de las propuestas tratan
al subgrupo como un cromosoma en el algoritmo evolutivo, usando sólo un atributo
diana como función de fitness a optimizar. De este modo, uno de los primeros
algoritmos evolutivos propuestos para la tarea de descubrimiento de subgrupos fue
SDIGA (Subgroup Discovery Iterative Genetic Algorithm) [71]. El algoritmo emplea
un sistema difuso genético para obtener un conjunto de reglas difusas en forma
disyuntiva, empleando métricas como la confianza, el soporte, interés e inusualidad
para cuantificar las soluciones encontradas. Otro algoritmo importante dentro de este
grupo es GAR-SD [72] propuesto en 2011 y que está basado en una metodología de
aprendizaje de reglas iterativa. El algoritmo permite trabajar con datos continuos y
discretizados gracias a la inclusión de intervalos para su representación. El conjunto
final de soluciones obtenidas es evaluada por varias métricas donde destacan el
soporte, confianza y significancia. En 2011, Carmona et al. [73] propusieron
MESDIF (Multiobjective Evolutionary Subgroup DIscovery Fuzzy Rules) como uno
de los primeros algoritmos desarrollados basados en una aproximación multiobjetivo.
Los autores consideraron esta aproximación debido a la existencia de numerosas
métricas de calidad para la tarea de descubrimiento de subgrupos donde la mejora
de una de ellas podría significar la caída de otra. El mejor conjunto de soluciones
se da entonces cuando se alcanza un buen balance entre todas las métricas. Otra
solución, propuesta por los mimos autores es NMEEF [74] (Non-dominated Multi-

objective Evolutionary algorithm for Extracting Fuzzy rules in Subgroup Discovery).
Este algoritmo permite la optimización de varias métricas al mismo tiempo, no
requiriendo de un paso previo de discretización a diferencia de MESDIF. Para
conseguir esto, el algoritmo emplea etiquetas linguísticas a través de un sistema
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difuso, mejorando la interpretabilidad general del conjunto de soluciones extraídas.
Otro algoritmo diseñado para trabajar con datos continuos y propuesto un tiempo
después fue EDER-SD [75]. Las soluciones eran representadas en cromosomas
a través del uso de intervalos, basando su funcionamiento en una metodología de
reglas de aprendizaje iterativas. Con el objetivo de evitar la redundancia en el
conjunto final de soluciones, los registros ya cubiertos por subgrupos anteriores son
marcados y penalizados en el proceso de evaluación del algoritmo, además de tener
en cuenta otra serie de métricas como la inusualidad, sensibilidad o significancia.
Para finalizar, cabe destacar CGBA-SD (Comprehensible Grammar-Based Algorithm

for Subgroup Discovery) [76], el primer algoritmo de descubrimiento de subgrupos
basado en la programación genética gramatical guiada. Este algoritmo sigue una
metodología de aprendizaje de reglas iterativa sin necesida de una discretización
previa de los valores numéricos, diferenciándose con respecto al resto en la manera
de representar las soluciones a través de un árbol sintáctico codificado a través de
gramática de contexto libre. El objetivo final de este algoritmo es proporcionar una
lista de subgrupos óptimos que describan un amplio porcentaje de los registros en la
base de datos para cada atributo considerado.

■ Algoritmos diseñados para Big Data. Los algoritmos agrupados bajo esta categoría
han sido diseñados con el objetivo principal de la extraer subgrupos en bases de
datos extremadamente grandes. Para ello, varios de estos algoritmos se basan en
el framework de MapReduce. Por ejemplo, Padillo et al. [77] desarrollaron una
propuesta basada en MapReduce donde los datos se leen de manera distribuida,
permitiendo la generación de árboles de prefijos independientes que representan a
cada uno de ellos. De esta forma, se consigue trabajar en paralelo sobre cada árbol
a través de distintos nodos computacionales. Una característica importante de éste
algoritmo es que considera estimados optimistas para reducir el tiempo del proceso
de búsqueda en diferentes tipos de atributos (binarios, discretizados y continuos).
Con objeto de no omitir ninguna solución interesante, un año más tarde, los mismos
autores desarrollaron AprioriKSD-OE [78]. Este algoritmo, basado en el famoso
Apriori, permite el uso de cualquier tipo de atributo. Por último, cabe destacar
MEFASD-BD [79] (Multi-objective Evolutionary Fuzzy Algorithm for Subgroup

Discovery in Big Data environments). Este algoritmo trabaja en paralelo dividiendo
los datos en varias particiones y cárgandolas al proceso de mapeo donde a través
de una heurística evolutiva se obtiene el conjunto de soluciones, siendo realizado
este proceso tantas veces como atributos diana se tenga. Por último, cada mapeo es
analizado con respecto a la base de datos global y descartado si no cumplen con los
criterios de calidad establecidos por el usuario.
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2.3 Biomedicina y análisis genético en cáncer

Debido a los grandes avances en las últimas décadas en materia de tecnología, el estudio
genético del ser humano ha alcanzado cotas insospechables. Hoy en día las investigaciones
no tienen que ser realizadas únicamente a nivel de individuos sino que pueden ser realizadas
sobre grupos de los mismos mientras que la exploración sobre las enfermedades ha pasado
a tener una resolución molecular [80]. Incluso bajo este contexto, en el que se han
conseguido grandes avances en la detección y tratamiento de distintas enfermedades, otras
enfermedades complejas han adquirido una dimensionalidad epidémica con profundos
impactos socioeconómicos así como sobre la salud de las personas. Enfermedades raras,
alergias alimentarias e incluso infecciones víricas requieren de un estudio minucioso para
desarrollar terapias adecuadas y paliar los impactos sociales que originan. Dentro de este
grupo de enfermedades complejas destaca el cáncer, motivo de estudio de esta tesis.

2.3.1 Análisis genético en cáncer

En la actualidad, el cáncer constituye un importante foco de investigación, siendo una de las
principales causas de muerte a nivel global con una incidencia estimada de 19,3 millones
de casos en 2020 [1]. Podemos referirnos al cáncer como un conjunto de enfermedades
que tienen en común la división descontrolada de varias células del cuerpo, pudiendo
migrar a nuevas partes del mismo, fenómeno que recibe el nombre de metástasis. Esta
enfermedad (o conjunto de enfermedades) puede originarse en prácticamente cualquier
parte del cuerpo humano a través de la evasión de los mecanismos de control del ciclo
celular, caracterizándose de este modo por una fuerte base genética. El origen de la
enfermedad yace en la acumulación de numerosos cambios como continuas mutaciones
producidas durante la división normal de las células, daños en el ADN causados por
sustancias en el ambiente (como la radiación ultravioleta o ciertos componentes químicos
en el humo del tabaco) y mutaciones transmitidas de generación en generación que hacen
a un individuo más susceptible a desarrollar cáncer.

A través de la acumulación de mutaciones y daños en el ADN, las células normales pueden
adquirir una serie de características que las hacen capaces de escapar al control del ciclo
celular. Estas características son compartidas por los distintos tipos de cáncer a medida
que las células progresan de normales a neoplásicas, adquiriendo capacidades específicas
que les permiten formar tumores malignos (acumulaciones de células cancerosas con
una alta capacidad metástasica). En los últimos años, gracias al desarrollo de nuevas
tecnologías y el auge de diversas ómicas, se ha alcanzado una mayor comprensión de
las distintas características fenotípicas y capacidades de las células cancerosas, pudiendo
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ser organizadas en los denominados comúnmente como hallmarks del cánce r [81] (ver
Figura 9).

Figura 9. Hallmarks del cáncer según Hannahan [81]

Brevemente, estas características y capacidades pueden ser resumidas en:

■ Proliferación celular sostenida. La característica quizás más conocida de las células
cancerosas. A diferencia de los tejidos normales donde la producción de células
es minuciosamente controlada a través de señales promotoras del crecimiento a
lo largo del ciclo celular, las células cancerosas presentan una desregulación de
las mismas. La producción de señales mitogénicas de manera continuada en las
células cancerosas puede ser provocada por varios motivos: i) Las células cancerosas
pueden adquirir la capacidad de producir ligandos para los factores de crecimiento
por ellas mismas, a los cuales pueden responder a través de la expresión de los
receptores asociados. ii) Las células cancerosas también pueden mandar señales a las
células normales que se encuentran en el estroma asociado al tumor, permitiendo, de
manera recíproca, el suministro de factores de crecimiento a las células cancerosas.
Además, cambios en los receptores de los distintos factores de crecimiento como
el incremento en su número o cambios en la estructura que permitan una mayor
sensibilidad a la concentración de factores de crecimiento en el medio dotan a las
células cancerosas de una capacidad replicativa sostenida.

■ Escape al control del crecimiento. Además de poseer una capacidad para desarrollar
una proliferación autosostenida, las células cancerosas también poseen las facultades
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necesarias para escapar de los mecanismos celulares que regulan de manera negativa
la proliferación celular. Una de las principales vías de escape de estos mecanismos
es a través de la inactivación de los conocidos como genes supresores de tumores.
Estos genes, como su nombre indica, llevan funciones antagonistas a la división
y continuación del ciclo celular, sirviendo de mecanismo de control del mismo.
Un claro ejemplo de este tipo de genes es la proteína TP53, la cual puede parar la
progresión de ciclo celular en respuesta a diferentes tipos de estrés como daños en
el ADN, concentraciones anómalas de glucosa o una señalización de factores de
crecimiento irregular.

■ Evasión del sistema inmune. Las células cancerosas poseen mecanismos que les
permiten sortear el control del sistema inmune, evitando en muchos casos ser de-
tectadas como un perjuicio para el organismo. Por ejemplo, en el cáncer, el sistema
inmune puede ser inhibido mediante diversas moléculas segregadas por las células
cancerosas como VEGF (factor de crecimiento vascular endotelial) o TGF-β (factor
de crecimiento transformante β), entre otras. También se debe tener en cuenta que las
células cancerosas de tumores no provocados por virus sólo originan una respuesta
inmunitaria débil, mientras que incluso se han detectado casos en los que macrófagos
asociados a células cancerosas pueden facilitar la invasión celular y segregación del
cáncer.

■ Capacidad replicación sostenida. A diferencia de las células normales presentes
en el organismo, las células cancerosas poseen una capacidad replicativa ilimitada.
La barrera que marca cuando una célula normal no puede replicarse más está
determinada por la senescencia (un estado en el que la célula no puede replicarse de
nuevo pero sigue siendo viable) o una crisis, la cual involucra muerte celular. Estos
estados suelen ser secuenciales, salvo causa externa, empezando por la senescencia.
Las células normales entran en estos estados generalmente cuando sus regiones
teloméricas, tras sucesivas rondas de replicación, se van acortando hasta no tener
longitud suficiente para continuar con el proceso de replicación. En cambio, las
células cancerosas exhiben una habilidad para mantener las regiones teloméricas
con una longitud suficiente para evitar la entrada en senescencia o apoptosis, lo que
consiguen generalmente a través de la sobre activación de la telomerasa (la enzima
responsable de añadir segmentos repetitivos a los telómeros) o, en menor frecuencia,
a través de un mecanismo de mantenimiento basado en la recombinación telomérica.

■ Inflamación promovida por el tumor. Prácticamente, en cualquier tumor podemos
encontrar células del sistema inmunitario. Mientras que el propio sistema inmune
del organismo intenta acabar con el tumor, éste puede hacer uso de la inflamación
ocasionada para obtener moléculas bioactivas en el microambiente tumoral como
factores de crecimiento, de supervivencia, proangiogénicos y especies reactivas
de oxígeno, altamente mutagénicas, que en última instancia aceleran la evolución
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del tumor. De este modo, la inflamación puede verse como una característica que
permite a las células tumorales promover el propio desarrollo del cáncer, a través de,
como hemos comentado anteriormente, un microambiente tumoral rico en moléculas
bioactivas que promueven su crecimiento.

■ Capacidad invasiva y metastásica. Otra de las capacidades que tienen las células
cancerosas es la de poder migrar e invadir tejidos colindantes. A lo largo de los
años, se han observado dos fases fundamentales en el proceso de metástasis, estando
el primero relacionado con la diseminación física de las células cancerosas por los
tejidos adyacentes. La segunda fase, en cambio, se refiere a la adaptación de éstas
células al nuevo ambiente en el que se encuentran y a su capacidad de colonización
y formación de nuevas estructuras neoplásicas.

■ Vascularización del tejido circundante. La vascularización o angiogénesis tumoral es
otra capacidad adquirida por las células tumorales que contribuye al mantenimiento
y expansión del cáncer. Las células cancerosas, como las normales, necesitan
una fuente de nutrientes y oxígeno, así como de medios para poder deshacerse de
desechos metabólicos. De este modo, una de las principales características que ayuda
al mantenimiento y crecimiento del tumor es la angiogénesis y vascularización del
tejido circundante, mediante la cual se crean nuevos vasos sanguíneos. El factor de
crecimiento vascular endotelial VEGF-A es el principal agonista de este proceso.

■ Inestabilidad genómica y mutación. La consecución de las características necesarias
para escapar al control celular por parte de los distintos tumores está íntimamente lig-
ada a la inestabilidad genómica. Las células de un individuo sano tienen que adquirir
un gran número de mutaciones, siguiendo un proceso normalmente secuencial medi-
ante el que van adquiriendo características evolutivamente más beneficiosas desde el
punto de vista del cáncer. La maquinaria de reparación de daños en el ADN impide
generalmente éstas situaciones, permitiendo obtener muy pocos errores durante la
replicación celular. Sin embargo, se ha documentado en numerosos tumores que
la desregulación y aparición de diversas mutaciones en esta maquinaria de control
celular es una parte integral del cáncer, las cuales confieren una ventaja selectiva a
las células del cáncer, permitiendo la progresión del tumor.

■ Evasión de la muerte celular programada. Una de las características más conocidas
del cáncer es la evasión de los mecanismos de apoptosis (o muerte celular progra-
mada). Gracias a las numerosas ventajas mutacionales adquiridas a través de las
características promotoras del cáncer, muchos factores anticancerígenos como los
genes supresores de tumores presentan bajos niveles de expresión en estas enfer-
medades (debido por ejemplo a mutaciones que impiden que se forme la proteína
que codifican), permitiendo el avance de la enfermedad. Generalmente las señales
apoptóticas en cáncer se encuentran severamente silenciadas, siendo la pérdida de
la actividad de TP53, (el principal gen supresor de tumores y nodo central de la
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activación del proceso apoptótico) la más común.
■ Desregulación del metabolismo celular. Un fenónemo interesante que se puede

apreciar en las células cancerosas es la reprogramación del metabolismo celular.
Bajo condiciones normales, las células de nuestro organismo procesan la glucosa
en piruvato en el citosol y en CO2 posteriormente en la mitocondria. Sin embargo,
las células cancerosas parecen tener preferencia por un aumento en la captación de
glucosa que, aún en presencia de oxígeno, culmina con la formación de lactato medi-
ante el proceso conocido como glucólisis aerobia o efecto Warburg [82]. Aunque
a primera vista este cambio puede parecer poco intuitivo debido a la pérdida en la
eficiencia de la producción de energía, lo cierto es que esta desregulación favorece la
generación de aminoácidos y nucleótidos para poder producir nuevas células con las
que el cáncer puede seguir proliferando. De hecho, algunos tumores [83] presentan
dos subpoblaciones de células, una centrada en la producción de lactato mientras que
la otra subpoblación utiliza el lactato secretado por la primera para obtener energía a
partir de una parte de la ruta del ácido cítrico.

■ Plasticidad fenotípica. Durante la organogénesis y la determinación del destino
celular que se lleva a cabo durante el desarrollo de un organismo, las células normales
se van diferenciando en diferentes tipos, manteniendo un nivel de homeostasis
y, por lo tanto, perdiendo su capacidad de crecimiento. En numerosos tumores
se ha observado que las células cancerosas parecen experimentar una reversión,
adquiriendo de nuevo este fenotipo no diferenciado, propio de estadíos del desarrollo
temprano de los organismos, obteniendo una capacidad de crecimiento y división
descontrolada. Este proceso de reversión o plasticidad fenotípica puede presentarse
de diferentes modos, por un lado, como se ha mencionado anteriormente, las células
diferenciadas pueden revertir su fenotipo a células no diferenciadas, por otro, la ruta
por la cual una célula adquiere un fenotipo diferenciado se bloquea, no permitiéndole
culminar con su destino celular mientras que por último, puede haber un cambio en
la programación de la misma para que acabe generando un tipo celular totalmente
diferente al que estaba destinado, adquiriendo funciones que no debería tener.

■ Reestructuración epigenética no mutacional. Además de las los cambios en la estruc-
tura del ADN mediados por mutaciones y daños en el ADN, otro tipo de reestruc-
turación no mutacional que puede ocasionar la ganancia de funciones oncogénicas
es la reestructuración de los mecanismos de regulación epigenéticos de las células.
Por ejemplo, la metilación de diversas regiones promotoras en el genoma como
en genes supresores de tumores tiene como consecuencia en muchas ocasiones el
silenciamiento de dicho gen debido a que no es posible la unión entre la maquinaria
de transcripción del ADN y dicha secuencia. Una importante característica de las
regiones con células tumorales es la hipoxia, condiciones con poco oxígeno en
el medio debido a la baja vascularización del tejido. En recientes estudios, se ha
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reportado que uno de los cambios que produce la hipoxia en las células de esta
región es la regulación negativa de demetilasas que, en última instancia, provoca
cambios en el epigenoma generando un exceso de hipermetilación y silenciamiento
genético [81].

■ Microbiomas polimórficos. Una característica emergente que se está observando en
los últimos años gracias a los avances biomédicos es el rol que adquieren los microor-
ganismos que forman parte de nuestra microbiota con la progresión del cáncer. Hasta
hace poco, se creía que éstos tenían una función de barrera protectora en diversos
puntos como la epidermis o la mucosa interna. Sin embargo, se ha observado que
poblaciones de microorganismos formadas por hongos y bacterias pueden tener un
importante impacto en la progresión del cáncer. Numerosos estudios de asociación
sugieren que determinados microorganismos, en su mayoría poblaciones bacterianas,
podrían tener tanto roles protectores como deletéreos en la progresión del cáncer y
su capacidad invasiva. Esta nueva característica, aún vista como una hipótesis por
muchos, constituye un importante foco en la investigación actual contra el cáncer.

■ Células senescentes. El proceso de senescencia celular, como se ha comentado
anteriormente, consiste en un arresto de la célula del ciclo celular, siendo visto
normalmente como un mecanismo de protección contra el cáncer ya que su finalidad
es mantener la homeostasis del organismo paralizando células no necesarias o que
presentan diversas desregulaciones o daños en el ADN. Por otro lado, en los últimos
años hay cada vez más evidencia de que las células senescentes, a través de los
compuestos bioactivos que secretan al medio pueden promover la progresión de las
células cancerosas. Además, muchas células cancerosas presentan la capacidad de
entrar en un estado senescente transitorio del que pueden salir y recuperar su capaci-
dad proliferativa. A día de hoy esta característica es objeto de estudio debido sobre
todo a los mecanismos por los que podemos observar tanto un rol anticancerígeno
como promotor del mismo.

La comprensión de las características y facultades de las células cancerosas implica el
estudio continuo de la enfermedad. A comienzos del siglo XXI, se alcanzaron progresos
revolucionarios en las tecnologías de secuenciación de ácidos nucléicos y espectometría
de masas, las cuales han sido refinadas con el paso del tiempo, permitiendo identificar
mutaciones en el ADN, así como cambios en los niveles de expresión génica o modifica-
ciones post-transcripcionales, entre otra información. Este continuo avance ha posibilitado
el nacimiento de las conocidas ómicas, dominios dentro de las ciencias biológicas que
se refieren al estudio particular de distintos conceptos relacionados con la biología de un
organismo. A diferencia de los métodos de investigación convencionales, el estudio ómico
de la enfermedad permite obtener una fotografía de la compleja biología detrás del cáncer,
gracias a que son capaces de medir una gran cantidad de métricas moleculares a nivel
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de células, tejidos e incluso fluidos biológicos con una resolución nunca antes vista. La
principal ventaja que aportan estos dominios es la capacidad de detectar y estudiar con
detalle los denominados hallmarks del cáncer, así como el complejo sistema biológico
distorsionado que subyace a la enfermedad, lo cual, en última instancia, brinda a los
investigadores una gran cantidad de conocimiento para alcanzar un mayor entendimiento
de la enfermedad.

En la actualidad, la mayoría de la investigación realizada sobre el cáncer puede clasifi-
carse dentro del abanico de las diferentes ómicas, siendo de principal interés la genómica,
epigenómica, transcriptómica, proteómica, metabolómica y metagenómica. Cada una
de ellas engloba el estudio de diferentes procesos biológicos que tienen lugar en el or-
ganismo. Brevemente, la genómica estudia todo lo relacionado con el ADN, mientras
que la epigenómica estudia las modificaciones no mutacionales presentes en el mismo.
Por otro lado, la transcriptómica estudia todo lo relacionado con los transcritos de ARN,
encargándose la proteómica del estudio de las proteínas tras la traducción de la molécula de
ARN. La metabolómica, en cambio, estudia el metabolismo celular, siendo el estudio de los
microorganismos presentes en el organismo dominio de la metagenómica (ver Figura 10).

Genómica en cáncer

Gracias a los proyectos de secuenciación genómica se ha podido obtener un gran
conocimiento en cuanto a posibles genes asociados con la aparición y desarrollo del cáncer.
La secuenciación de ADN consiste en la detección del orden en el que aparecen las cuatro
bases adenina, timina, citosina y guanina en la secuencia de ADN de un organismo. Las
tecnologías actuales se basan en aproximaciones que requieren de la fragmentación del
ADN en pequeñas piezas, a cuyos extremos se les añaden secuencias llamadas adaptadores.
Estos fragmentos son capaces de hibridar con ADN complementario colocado en un panel,
que consiste en una superficie que sirve como un soporte sólido donde tendrán lugar de
miles a billones de reacciones de secuenciación. Durante estas reacciones, la adición
de nuevos nucleótidos o bases a la cadena de ADN que se sintetiza produce una señal
fluorescente, que es captada por la maquinaria de secuenciación, determinando de esta
forma la base añadida y el orden de la secuencia [84]. Éstas tecnologías pueden ser usadas
para detectar mutaciones en el ADN, como cambios de base, delecciones, inserciones o
reordenamientos estructurales, entre otras alteraciones.

Con objeto de analizar e interpretar el creciente aumento de información generada por
las tecnologías de secuenciación, se han propuesto numerosos métodos estadísticos, así
como flujos de trabajo estandarizados aplicables no sólamente al estudio del cáncer, sino a
cualquier aproximación genómica genérica [84]. Para las aproximaciones normalmente
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Figura 10. Esquematización del dominio de las diferentes ómicas

más utilizadas en genómica, como la secuenciación del genoma completo (whole genome

sequencing, WGS), el análisis incluye normalmente el alineamiento de las secuencias o
lecturas obtenidas contra un genoma de referencia, la detección de variantes (mutaciones
puntales, pequeñas inserciones o deleciones, variaciones en el número de copias o reorga-
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nizaciones estructurales) y la predicción de la posible función de la variante. Una lectura o
read se refiere a la secuencia de nucleótidos de una (o parte) molécula de ADN, obtenidas
en millones a través de las tecnologías de secuenciación mediante distintas reacciones
químicas. De este modo, para conseguir el objetivo anteriormente planteado en el análisis
genómico, tras la comprobación de la calidad de las lecturas mediante programas como
FastQC [85] y la separación de los adaptadores por parte de otras herramientas como
Trimmomatic [86], las lecturas son mapeadas contra la referencia a través de programas
como BWA [87], Bowtie2 [88], SOAP2 [89], etc. Estos métodos difieren en la eficiencia,
sensibilidad estadística con la que asignan las diferentes lecturas a las posiciones del
genoma, el tratamiento que dan a las lecturas que mapean en regiones repetitivas del
genoma o el que reciben las lecturas en función de su longitud. Una vez que las lecturas
han sido mapeadas contra la referencia, se utilizan métodos de identificación de mutaciones
que detectan los sitios en los que al menos una de las bases de las lecturas generadas
difere con respecto a la secuencia original. Esta tarea suele ser realizada por métodos
como GATK [90], FreeBayes [91] o BCFtools [92], pudiendo encontrar diferencias en los
distintos modelos estadísticos que subyacen a cada método para detectar éstas variantes.
Por último, éstas variantes pueden ser asociadas con el riesgo a padecer diversos tipos de
cáncer a través de estudios de asociación de genoma completo (GWAS) que asocian estos
cambios en la secuencia de los organismos de estudio con distintos fenotipos [93].

Epigenómica en cáncer

Además de las distintas mutaciones y polimorfismos que podemos encontrar en la secuen-
cia de ADN, los factores ambientales son capaces también de influir en la aparición y
desarrollo del cáncer a través de modificaciones epigenéticas. Las modificaciones epi-
genéticas consisten en modificaciones de la expresión génica heredables que no modifican
la secuencia de ADN [94]. Éstas modificaciones en el epigenoma se generan gracias
a la adición de elementos químicos a las bases del ADN, los cuales pueden regular la
expresión de los genes adyacentes. De este modo, cuando nos referimos al epigenoma,
hablamos del conjunto de todos los elementos químicos que se han unido al genoma
de un individuo como una estrategia adicional de control de la expresión génica. Las
modificaciones epigenéticas consiguen cambios en los niveles de expresión génica gracias
a que no permiten que la maquinaria de transcripción pueda unirse a la secuencia de
ADN. De esta forma, se distinguen principalmente dos tipos de categorías dentro de éstas
modificaciones: modificaciones mediadas por la metilación del ADN y modificaciones en
las histonas. Las cisteínas pueden unir grupos metilos en su quinta molécula de carbono,
fenómeno que ocurre generalmente en las conocidas regiones o islas CpG (regiones ricas
en dinucleótidos CpG), las cuales suelen ser encontradas en los promotores y los extremos
proximales de los genes. Cambios en el epigenoma de un individuo sano, como patrones
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de hipermetilación en diversos genes supresores de tumores pueden ocasionar el desarrollo
de varias enfermedades entre las que se incluye el cáncer a través del silenciamiento de
la expresión de éstos genes, mediante la imposibilidad de unión de la secuencia de ADN
con la maquinaria de transcripción. Por otro lado, el caso contrario de hipometilación
de la secuencia de ADN también ha sido observada en casi todos los tumores, lo que
normalmente puede ocasionar un aumento del nivel de expresión de diversos oncogenes.
Adicionalmente, las modificaciones en las histonas se corresponden con fenómenos en
los que éstas presentan modificaciones covalentes, pudiendo ser debidas a fosforilaciones,
sumoilaciones, metilaciones y deacetilaciones. Por ejemplo, diferentes metilaciones y
deacetilaciones de los residuos de lisina como la lisina 9 y 27 en la histona 3 pueden
participar en el silenciamiento de genes [95].

Los cambios observados en diferentes tipos de cáncer a nivel de metilación y acetilación de
histonas se encuentran íntimamente ligados, pudiendo encontrar que una hipometilación
global del epigenoma conllevase a alteraciones globales en los niveles de acetilación de las
histonas, lo que sugiere que en el cáncer, el epigenoma presenta una profunda desregulación.
La desregulación epigenómica del cáncer ha sido ampliamente estudiada y asociada con
respecto al silenciamiento de genes, de hecho, los cambios en el epigenoma pueden
provocar fenómenos de inestabilidad genómica, una de las principales características de
las células cancerosas.

Generalmente, el estudio del epigenoma en cáncer se realiza a través de arrays que permiten
conocer el nivel de metilación de cientos de miles de posiciones a lo largo del genoma del
individuo [96]. Posteriormente, estos datos son analizados mediante paquetes estadísticos
como COHCAP [97] o minfi [98], los cuales llevan a cabo un preprocesamiento de los datos,
control de calidad y análisis de metilación diferencial entre las condiciones estudiadas.
Tras esto y en caso de estar disponible, se suele correlacionar la expresión diferencial de
los genes de los individuos con la de los sitios y/o regiones diferencialmente metiladas.
Finalmente, diversos análisis complementarios como de enriquecimiento funcional pueden
llevarse a cabo para mejorar el conocimiento sobre las funciones asociadas a los genes
próximos a las diferentes regiones diferencialmente metiladas.

Transcriptómica en cáncer

Esta ómica hace referencia al estudio de las moléculas de RNA usando tecnologías de alto
rendimiento como los microarrays o RNA-Seq. En ella, se estudia la abundancia de los
diferentes transcritos que forman el transcriptoma de un individuo. La transcriptómica
nos permite obtener una visión global de la expresión génica de un individuo, por lo
que ha sido y constituye una de las principales herramientas en la investigación contra el



2.3. Biomedicina y análisis genético en cáncer 49

cáncer. La investigación en cáncer a través de esta ómica está enfocada a la detección de
biomarcadores, medicina de precisión e identificación de perfiles biológicos y funcionales
tanto en pacientes sanos como en pacientes con la enfermedad.

Aunque en la actualidad existen estudios que usan chips de microarrays para la elaboración
de estudios transcriptómicos, esta tecnología está perdiendo uso a favor de la de RNA-Seq,
debido principalmente a varias desventajas clave:

1. Los chips de microarrays requieren de sondas prediseñadas de manera que nuevos
transcritos, fusiones génicas, polimorfismos de un solo nucleótido (SNPs) o pequeñas
inserciones y deleciones no pueden ser detectadas.

2. Debido a la tecnología de hibridación en la que se basan los microarrays, presentan
una severa limitación por saturación de la señal luminosa tanto en condiciones de
alta como de baja señalización.

3. La tecnología tiene serios problemas para detectar genes poco comunes o con niveles
de expresión bajos.

Estas limitaciones fueron solventadas por la llegada de la tecnología de RNA-Seq, la
cual presenta la principal ventaja de ser capaz de detectar nuevos transcritos que pueden
servir como biomarcadores al no requerir de sondas prediseñadas. Además, debido a
que está basado en un método de conteo de lecturas en lugar de depender de señales
lumínicas, no presenta los problemas vistos anteriormente con la saturación de la señal.
Éstas ventajas han convertido a la tecnología de RNA-Seq en una de las predilectas para
estudiar el transcriptoma y con ello el cáncer en los últimos años. Sin embargo, el uso de
los microarrays aún no ha sido descartado debido a que, aunque la tecnología basada en
RNA-Seq sigue abaratándose cada año, los microarrays aún constituyen una alternativa
mucho más barata.

Como toda ómica, los estudios conducidos sobre el transcriptoma de los individuos presenta
un flujo de trabajo estandarizado que varía en función del objetivo que se pretenda conseguir
y de la tecnología a emplear. A través del uso de la tecnología de RNA-Seq, la primera
parte consiste en el mapeo de las lecturas obtenidas contra una referencia, comprobando la
calidad de las lecturas generadas mediante herramientas como FastQC [85] y encontrando
posteriormente, dos aproximaciones principales. La primera, más estándar, consiste en el
mapeo de las lecturas contra un transcriptoma de referencia. La segunda, en cambio, utiliza
un genoma de referencia sobre el cual se mapean las lecturas obtenidas, pudiendo descubrir,
de esta manera, nuevos sitios de unión entre exones [99]. Esta última aproximación emplea
algoritmos de alineamiento específicos para RNA-Seq, destacando el uso en la literatura
de TopHat2 [100] o STAR [101]. Posteriormente se lleva a cabo la detección del nivel de
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expresión génica de un organismo a través del conteo de lecturas, la cual presenta una gran
popularidad y ha sido objeto de muchos estudios. Por otro lado, otros estudios persiguen la
detección de fusiones entre los transcritos (indicadoras de reorganizaciones cromosómicas
asociadas con el cáncer) o la detección y cuantificación de isoformas de los distintos genes
del organismo a través del conteo de lecturas.

Centrándonos de esta manera en el análisis de la expresión génica, a partir de cuyos
datos se han realizado los estudios presentes en este trabajo, podemos encontrar ciertas
similitudes entre el análisis de datos provenientes tanto de microarrays como de RNA-Seq.
Sobre ambas aproximaciones, suelen llevarse a cabo análisis exploratorios y diferentes
controles de calidad de los datos, con objeto de detectar la presencia de outliers que puedan
entorpecer los subsecuentes pasos del análisis. Para ello, se utilizan técnicas de escalado
multidimensional como el análisis de componentes principales y otras derivadas de la
minería de datos como el clustering, seguido de métodos de normalización y detección de
valores extremos. Posteriormente, se comprueba la existencia de diferencias estadísticas
en la expresión de los genes o sondas que componen el conjunto de los datos con respecto
a las condiciones a estudiar, en este caso, pacientes con cáncer y pacientes sin la enfer-
medad, tejido sano frente a tejido con cáncer, etc. Diferentes métodos estadísticos son
utilizados tanto para microarrays (limma [102]) como para RNA-Seq (limma/voom [102],
edgeR [103], DeSeq2 [104]). En concreto, para obtener un correcto desempeño de estos
métodos al analizar datos procedentes de RNA-Seq se requiere seguir unos pasos previos de
preprocesamiento de datos y normalización. Una vez terminado el preprocesamiento de los
datos, la mayoría de métodos estiman la dispersión del conjunto de genes para las distintas
condiciones que componen el experimento. En el caso de edgeR (método utilizado en el
presente trabajo), dependiendo del flujo de trabajo utilizado, esta dispersión puede referirse
tanto a la variación biologica observada en los conteos de cada uno de los genes dentro
de un mismo grupo como a la suma de la variación biológica y técnica (cuasidispersión).
Debido a que los experimentos biológicos suelen tener pocas muestras, para poder estimar
la dispersión entre grupos de manera fiable es posible extraer información de genes cuyos
niveles de expresión sean similares, es decir, se asume que genes con un nivel de expresión
similar tienen una dispersión similar. Otra forma de estimar la dispersión es asumir una
común para todos los genes o que cada gen tiene una distinta.

Actualmente existen tres aproximaciones principales para estimar la dispersión mediante
este paquete. La más clásica, por ejemplo, consiste en la estimación de la dispersión por
medio de la máxima verosimilitud condicional ajustada por cuantiles (qCML). Tras el
ajuste de los modelos binomiales negativos y la estimación de esta dispersión, se lleva
a cabo un test exacto (con ciertas similitudes al de Fisher) para comprobar si existe
una expresión diferencial de los genes bajo las condiciones de estudio. Dado que esta
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metodología se pensó para comparar dos grupos experimentales, pronto se consideraron
otras que implican el uso de modelos lineales generalizados (GLM) para permitir una
mayor flexibilidad a la hora de realizar el diseño experimental. Estos modelos han ganado
fuerza en los últimos años, constituyendo la base de muchos métodos para comprobar la
expresión diferencial entre grupos experimentales bajo estudios de RNA-Seq. Gran parte
de este mérito se debe a la facilidad con la que los GLMs pueden ser aplicados al análisis
de estos datos, ya que permiten que la distribución de los valores de expresión no tenga que
seguir una normal, siguiendo en este caso una binomial negativa. Asumiendo que tenemos
un estimado de la dispersión de un gen (θg), se procede a ajustar un modelo log-lineal bajo
la teoría de los GLMs para cada gen como se representa en la ecuación 2.15:

logµgi = xT
i βg + logNi (2.15)

donde xT
i se corresponde al componente sistemático del modelo (siendo xi el vector de

covariables que especifica los distintos tratamientos aplicados a la muestra i y βg un vector
de coeficientes de regresión mediante el cual los efectos de las covariables son mediados
para el gen g), el componente aleatorio a la distribución de probabilidad de la variable
respuesta (la distribución binomial negativa en este caso) y la función de enlace (link

function) al logaritmo. En este sentido Ni se corresponde al tamaño de la librería i (conteos
totales para una muestra) y µgi al número medio estimado de conteos de la librería i que
mapean en el gen g. En este caso, la estimación del parámetro de dispersión viene dada
por la verosimilitud ajustada de Cox-Reid.

Posteriormente y en el caso de edgeR, una vez estimadas las dispersiones y ajustados los
modelos binomiales negativos, se comprueba la expresión diferencial entre las distintas
condiciones del experimento a través pruebas del ratio de verosimilitud. Por último, la
tercera aproximación, englobada bajo los métodos de GLMs, se basa en pruebas de la
cuasi-F. Esta tercera aproximación usa la cuasidispersión comentada anteriormente y relaja
las asunciones distribucionales de los métodos anteriores permitiendo alcanzar un control
más extricto sobre la tasa de falsos descubrimientos (FDR). La salida final de dichos
análisis corresponde con los conjuntos de genes diferencialmente expresados, los cuales
pueden ser representados mediante gráficos de tipo volcán o MA 1 (ver Figura 11).

Tras el análisis estadístico, estas listas de genes diferencialmente expresados constituyen
una fuente de información valiosa por sí solas pero también pueden servir de métodos
de entrada para análisis posteriores. Uno de estos tipos de análisis son los basados en

1https://en.wikipedia.org/wiki/MA_plot
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Figura 11. Gráfico de tipo volcán. En rojo se representan los genes con un nivel de
expresión menor en la comparación entre las condiciones mientras que los que tienen un
nivel mayor se representan en azul. En verde, se muestran aquellos genes que no tienen
una expresión diferencial significativa.

el enriquecimiento funcional de los genes obtenidos, los cuales tienen como objetivo
mejorar la interpretabilidad de los datos gracias a resumir la información obtenida a nivel
de función. Para ello, existen numerosas bases de datos que almacenan conocimiento sobre
las funciones conocidas y predichas sobre distintos genes como Gene Ontology [105],
Kyoto Encyclopedia of Genes and Genomes [106] o Reactome [4], entre otras. Por otro
lado, los datos de expresión génica pueden servir como métodos de entrada para análisis
de supervivencia, en los que se evalúa la prognosis de diferentes conjuntos de individuos
en base a diferentes características como la expresión génica, edad, etnia, etc.

Otros estudios optan por la construcción de redes de coexpresión génica a través de
relaciones a pares entre los niveles de expresión de los genes, basándose por ejemplo
en la correlación de Pearson. Posteriormente, mediante la construcción de módulos o
clústeres, comparan la expresión diferencial del conjunto de genes que forman el módulo,
pudiendo posteriormente realizar también aproximaciones basadas en la supervivencia y
enriquecimiento funcional.

Sin embargo, aunque comúnmente utilizado, el flujo de trabajo habitual suele encontrarse
con la problemática de no estudiar relaciones de alto orden, basándose en correlaciones
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por pares. Esta decisión puede ocasionar la introducción de diversos sesgos en el análisis
posterior, por lo que, a través del presente trabajo, proponemos el uso de técnicas de
minería de patrones. Éstas técnicas, como se ha descrito en secciones anteriores, permiten
la obtención de verdaderas relaciones de alto orden sin requerir de la formación de hipótesis
de partida y siendo además altamente discriminativas, lo que las hace idóneas en el estudio
comparativo entre individuos sanos y con cáncer e incluso en el estudio comparativo de
distintos subtipos de la enfermedad.

Proteómica en cáncer

La proteómica hace referencia al estudio del conjunto de proteínas que componen un or-
ganismo, tejido o célula. Los estudios basados en esta ómica se basan en el descubrimiento
y cuantificación de proteínas, la descripción de su actividad e interacciones entre ellas y
sus ligandos. A diferencia de la transcriptómica, donde los investigadores pueden tener
una idea de los genes que más se están transcribiendo en ese momento, la proteómica tiene
en cuenta todas las modificaciones post-transcripcionales como los eventos de splicing

alternativo, la traducción y las modificaciones post-transduccionales a nivel peptídico
que tienen lugar en las proteínas. En este sentido, el perfil funcional o fenotípico de un
organismo está, en teoría, más relacionado con el proteoma que con el transcriptoma del
mismo.

En la actualidad, existen diferentes metodologías con las que poder estudiar el proteoma,
destacando el uso de la cromatografía y el western blot. Generalmente, los análisis pro-
teómicos comienzan con la extracción de las proteínas y la aplicación de la proteasa para
su disgestión. Posteriormente, se fraccionan los péptidos que serán separados mediante
cromatografía líquida de alta resolución acoplada a espectrometría de masas (CL-MS).
Finalmente, a través de consultas en bases de datos, las proteínas son identificadas y cuan-
tificadas, resultando esta parte de gran interés para la detección de nuevos biomarcadores
en cáncer. Por ejemplo, a medida que la enfermedad avanza, es posible observar cambios
en la distribución de los diferentes perfiles proteícos tanto en los tejidos como en la sangre
del paciente [107].

Una vez obtenidos los datos cuantitativos del proteoma de los individuos, se pueden llevar
a cabo diferentes tipos de análisis, destacando entre ellos: análisis de expresión diferencial
de proteínas entre las diferentes condiciones, análisis de coexpresión de proteínas a través
de la construcción de redes o análisis de enriquecimiento funcional, entre otros. Muchos de
los algoritmos y herramientas utilizadas proceden de otras ómicas, por ejemplo, es común
el uso de limma [102] para el análisis de expresión diferencial o el de EnrichR [108] para
el análisis de enriquecimiento funcional.
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Metabolómica en cáncer

La metabolómica se encuentra ligada a la biología de sistemas debido a que intenta dar
sentido a las interacciones de numerosas moléculas que se encuentran en las células de
un organismo y cómo éstas intervienen en para formar el fenotipo de un individuo. Ésta
ómica se encarga de identificar y cuantificar los metabolitos presentes en células, tejidos o
fluidos biológicos como la sangre, proporcionando una fotografía del estado funcional de la
muestra [109]. Se entiende como metabolito a cualquier molécula de bajo peso molecular
(< 1,500 Da y no péptidos) que es químicamente alterada durante el metabolismo del
individuo, comprendiendo de este modo tanto a azúcares, ácidos nucléicos, lípidos, etc. El
metaboloma de un organismo o célula es un indicador claro de su nivel de homeostasis,
siendo ampliamente perturbado por condiciones adversas como diversas enfermedades.
El estudio del metaboloma ha sufrido importantes cambios en los últimos años, debido
al desarrollo de nuevos instrumentos que permiten el estudio de un gran número de
metabolitos al mismo tiempo y al desarrollo de nuevas herramientas de uso más asequible
para los investigadores, como el desarrollo de grandes bases de datos entre las que destacan
MassBank [110], HMDB [111] (Human Metabolome Database) o KEGG [106], entre
otras.

Los estudios metabolómicos siguen dos aproximaciones mayoritariamente: dirigidas y
no dirigidas. La elección de los métodos de análisis dependerá en gran medida del tipo
de aproximación escogida, radicando la principal diferencia entre ambas en que en la
aproximación dirigida los investigadores seleccionan de antemano el conjunto de metaboli-
tos que serán medidos. Por consiguiente, las aproximaciones no dirigidas se emplean
sobre todo para el descubrimiento de biomarcadores y la generación de hipótesis en base a
los resultados del análisis mientras que la aproximación dirigida se usa para comprobar
hipótesis específicas [112]. Sin embargo, las aproximaciones no dirigidas presentan la
desventaja de requerir de un esfuerzo extra por detectar metabolitos desconocidos, donde
muchas veces es necesario un experimento adicional dirigido para detectar y validar las
moléculas de la primera aproximación. Este comportamiento es debido en gran medida a
la naturaleza heterogénea de los diferentes metabolitos que forman parte de las muestras,
lo que hace necesario utilizar también múltiples métodos para la preparación y adquisición
de los datos.

De manera breve, las principales tecnologías para llevar a cabo estudios metabólicos son
la espectrometría de masas y la resonancia magnética nuclear, siendo la espectrometría
de masas la técnica analítica más usada debido a su mayor sensibilidad y capacidad de
detección de metabolitos (del orden de miles en comparación a los cientos de la resonancia
magnética nuclear). Como en proteómica, la espectrometría de masas suele estar acoplada
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a un paso previo de cromatografía, que incrementa la resolución de la técnica y permite
detectar compuestos menos abundates. Actualmente ambas técnicas están más enfocadas
a la cuantificación relativa de una muestra con respecto a otra. Sin embargo, esto no
impica que no se haya podido obtener conocimiento útil y beneficioso para el avance de
la enfermedad. Gracias a la identificación de cambios importantes en el metabolismo de
los pacientes afectados por cáncer, se han descubierto importantes metabolitos implicados
con la progresión de la enfermedad, así como numerosos biomarcadores. Por ejemplo y
como se ha mencionado anteriormente en la sección de los hallmarks del cáncer, una de
las características de la mayoría de los tipos de cáncer es un metabolismo desregulado de
glucosa y lípidos, lo que permite en última instancia la progresión del tumor.

Metagenómica en cáncer

El estudio de la comunidad microbiana que forma parte de nuestro organismos recibe el
nombre de metagenómica. Los mecanismos por los cuales la microbiota del organismo
pueden estar relacionados con la aparición del cáncer se han estudiado en los últimos años,
aunque no componen el grueso de la investigación contra la enfermedad. Cambios en
determinados factores ambientales como la dieta, el estrés o diversos químicos pueden
provocar la alteración del metagenoma del paciente, lo que puede conllevar a la formación
de metabolitos tóxicos, inflamación crónica e incluso la formación de oncoproteínas.
En última instancia, la formación de metabolitos tóxicos así como de una inflamación
sostenida puede llevar a provocar daños en el ADN, provocando un cúmulo de mutaciones
y por último la formación del tumor [113].

Aunque la asociación de microorganismos con la generación del cáncer es conocida desde
la época de principios del siglo XX, su estudio se ha visto profundamente beneficiado por
el desarrollo de las nuevas metodologías de secuenciación. Los pasos principales en un
estudio del metagenoma de un individuo pasan, como en en la mayoría de estudios, por
un control de calidad utilizando herramientas propias de otras ómicas como FastQC [85].
Posteriormente, para el ensamblaje del metagenoma, se han desarrollado métodos especí-
ficos como metaSPAdes [114] o MEGAHIT [115] para el ensamblaje de novo de estas
lecturas. A continuación, se llevan a cabo procesos de binning en las que las lecturas son
asignadas a distintos genomas, que hacen referencia a los diferentes microorganismos que
conponen el metagenoma de la muestra. Finalmente, se llevan a cabo predicciones sobre
la taxonomía y la anotación funcional de los genomas detectados a través de la predicción
de pautas de lectura abierta.

La sección de análisis genético en cáncer de este trabajo muestra un breve esquema de los
avances y el flujo de trabajo general llevado día a día en el estudio contra el cáncer. Las
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principales aportaciones de esta tesis se centran en el domino de la transcriptómica, debido
al mayor volumen de datos disponible en repositorios públicos y a la importancia que ésta
supone en el estudio de la enfermedad. Sin embargo, el flujo de trabajo propuesto puede
ser fácilmente extendido al resto de ómicas basadas en técnicas cuantitativas (proteómica,
metabolómica y epigenómica), permitiendo un marco de trabajo común a todas ellas
basado en una metodología discriminativa de minería de datos descriptiva.

Dentro de la transcriptómica, es común encontrar la evaluación de la relación entre los
diferentes perfiles de expresión génica a través del uso de relaciones por pares, siendo
habitual el uso de la correlación de Pearson. Sin embargo, no contemplar relaciones de alto
orden puede suponer la introducción de sesgos en los análisis posteriores [5, 22]. Por ello
y con objeto de obtener relaciones de alto orden entre las variables estudiadas, se propone
una metodología basada en técnicas de minería de datos. Muchas herramientas basadas en
técnicas de minería de datos se han aplicado y siguen usándose en la actualidad para el
estudio ómico del cáncer, además de otras enfermedades complejas. A continuación se
describen algunas aportaciones interesantes.

2.3.2 Uso de minería de patrones en biomedicina

El estudio del cáncer y de otras enfermedades en el ámbito biomédico se nutre de técnicas
procedentes de campos como la estadística y la minería de datos para obtener información
a través del análisis genético. A lo largo de los años, diversas enfermedades genéticas y
en especial, el cáncer, han visto su incidencia aumentada en la población, constituyendo
importantes causas de muerte en países desarrollados [116]. Para buscar una mejora tanto
en la detección como en los tratamientos contra la enfermedad, numerosos investigadores
han centrado sus estudios en la adaptación de diferentes propuestas del área del aprendizaje
automático al estudio de dichas enfermedades. Esta sección tiene como objetivo hacer
acopio de las principales propuestas procedentes del área del aprendizaje automático y más
concretamente de la minería de datos que se han aplicado para el estudio de enfermedades
complejas, dándole especial énfasis a los estudios centrados en la investigación contra el
cáncer.

Muchas de las aplicaciones del ámbito del aprendizaje automático se basan en propuestas
predictivas, centrándose en modelos predictivos para detectar la enfermedad en una fase
temprana, aumentando las probabilidades de que el tratamiento tenga una mayor tasa de
éxito [29]. De este modo, se han desarrollado numerosas aplicaciones con tecnologías
actuales como algunas basadas en aprendizaje profundo con redes convolucionales para la
detección de melanoma a través del análisis por imagen [117]. Además, técnicas clásicas
como clasificadores bayesianos y árboles J48 han sido usados para predecir el riesgo
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de padecer cáncer de mama en un conjunto de pacientes nigerianas [118], obteniéndose
en este caso, un mejor desempeño a través de los árboles J48 con una mayor precisión
y menores tasas de error. De manera similar, Chaurasia et al. [119] comprobaron el
rendimiento de varios tipos de clasificadores en la detección temprana del cáncer de mama.
Los clasificadores comparados estaban basados en máquina de vectores de soporte, k-
vecinos cercanos y best-first decision trees, un algoritmo construido de manera similar a
los clásicos árboles de decisión. En este caso, el mejor rendimiento fue obtenido por las
máquinas de vectores de soporte, consiguiendo una mayor precisión para detectar cánceres
de mama malignos. La predicción de subtipos de cáncer y su clasificación es otra tarea que
ha ganado popularidad en los últimos años, gracias a la enorme cantidad de información
proporcionada en un solo experimento (microarrays/RNA-Seq). De este modo, otros
estudios han utilizado métodos de conjuntos como bosques de árboles aleatorios para la
clasificación en varios subtipos de cientos de pacientes con sarcoma. A diferencia de los
estudios anteriores, la clasificación se llevó a cabo con datos epigenéticos, concretamente,
de metilación [120]. Las técnicas de aprendizaje profundo también han sido utilizadas en
este aspecto para poder predecir subtipos en diferentes cánceres hematopoiéticos [121].
Los autores propusieron una metodología basada en la extracción de variables para paliar
el escaso tamaño muestral que se da en las clases o subtipos menos representados y
que entorpece la correcta clasificación por métodos estadísticos. Esta metodología fue
contrastada con otras técnicas clásicas de selección de variables como el análisis por
componentes principales o la factorización de matrices negativas bajo diferentes modelos
predictivos, obteniendo mejores resultados bajo el conjunto de métricas analizadas. Por
otro lado, ciertas propuestas del ámbito del aprendizaje automático no sólo priorizan la
detección de la enfermedad en un estado temprano sino también en la prognosis de la
misma para desarrollar terapias especializadas contra varios tipos de cáncer de manera
eficiente. En este sentido, las máquinas de vectores de soporte se han usado para identificar
6 subtipos de carcinomas de pulmón de células no pequeñas en estadíos tempranos de
la enfermedad integrando tanto datos de expresión génica (RNA-Seq) como datos de
metilación [122].

Centrando más la atención en las propuestas relacionadas con la minería de patrones,
podemos observar estudios realizados con reglas de asociación cuyo principal objetivo
en la mayoría de ocasiones es la construcción de clasificadores precisos y comprensibles,
perteneciendo por tanto a la conocida tarea de clasificación asociativa [123]. Como ejemplo
de ello, Alagukumar et al. desarrollaron un clasificador basado en reglas de asociación
para datos de expresión génica en microarrays, provenientes de pacientes con cáncer
de mama [124]. Incluso cuando la mayoría de las propuestas existentes se basan en
aproximaciones predictivas con el objetivo de la construcción de un clasificador, otros
autores han optado por propuestas descriptivas debido a la creciente popularidad de esta
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aproximación en los últimos años. De este modo, Vengateshkumar et al. utilizaron una
propuesta descriptiva para describir relaciones presentes en datos de expresión génica en
microarrays [125]. En esta aproximación, los autores consideraron un proceso de selección
de variables basado en la inferencia estadística a través del test de la t de Student, asumiento
una distribución normal y derivando en posibles sesgos en los análisis posteriores.

En ocasiones, las técnicas de minería de patrones descriptiva supervisada son llamadas
como técnicas discriminativas. Éstas técnicas también han sido consideradas en el ámbito
biomédico y bioinformático, destacando su versatilidad en multitud de ómicas. Por ejemplo,
las técnicas de minería de patrones discriminativa han sido utilizadas para descubrir
motivos de fosforilación, para la detección discriminativa de varios genotipos y el estudio
de asociaciones génicas [126]. Dentro de esta categoría, diversos autores como Fang et al.

han apostado por desarrollar propuestas capaces de reducir el largo número de soluciones
finales a una salida fiable y fácilmente comprensible por los investigadores [127]. La
propuesta se basaba en un intercambio entre la capacidad del algoritmo para descubrir
todo el conjunto de patrones discriminativos y su habilidad para extraer aquellos de menor
soporte. Para ello, se consideraron varias medidas antimonotónicas sobre bases de datos
sintéticas y de expresión génica en cáncer de mama. Para purgar el espacio final de
soluciones de patrones aleatorios, los autores consideraron el uso de un test exacto de
Fisher, quedándose de este modo con aquellos que eran significativos.

Por otra parte, el uso de la minería de patrones emergentes también ha sido considerado
para el estudio de cáncer colorrectal. Con esta finalidad, los autores en [128] discretizaron
los datos de expresión génica provenientes de microarrays en varios intervalos de valores
reales disyuntivos en los que la entropía era mínima. Con esta aproximación, los autores
consiguieron reducir el número de genes considerados en el estudio de 2,000 a sólo 35.
Entonces, usando exclusivamente JEPs (patrones cuya tasa de aparición es al menos una
en una base de datos y nunca aparecen en otra) construyeron un clasificador para detectar
nuevos casos de cáncer, capaz de obtener mejores resultados que varios métodos basados
en máquinas de vectores de soporte y clustering. Los mismos autores de este trabajo,
desarrollaron otro clasificador llamado PCL, el cual se basa en la misma metodología
pero cuya finalidad era la de distinguir entre diferentes subtipos de leucemia linfoblástica
aguda [129]. Un año después de esta aportación, estos autores propusieron una estrategia
para restablecer el fenotipo sano en células de cáncer de colon. El método propuesto
consideraba únicamente patrones emergentes con una frecuencia muy disimilar entre
ambos fenotipos con el objetivo de buscar genes cuyo cambio en la expresión pudiese
revertir el fenotipo cancerígeno [130]. Boulesteix et al. [131] propusieron un algoritmo
basado en patrones emergentes y diversos procedimientos estadísticos para descubrir
conjuntos de patrones con propiedades de interés en cáncer. El algoritmo, llamado CART,
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combina la búsqueda de patrones emergentes con el uso de un test de Fisher para construir
un clasificador en leucemia linfoblástica aguda. Otros autores en cambio, propusieron
soluciones basadas en patrones emergentes pero considerando además la proyección de
clústeres para la detección del cáncer en datos de expresión génica en micrarrays [132].
Dicho algoritmo constaba de tres fases bien diferenciadas: en la primera, el algoritmo se
iniciaba y el usuario marca el número deseado de clústeres finales. En la segunda fase,
se inicia un proceso iterativo en el que los clústeres mejoran en cuanto a la existencia de
patrones emergentes mientras que en la última fase se construye el clasificador final con el
conjunto de clústeres obtenidos.

La minería de patrones de contraste, a su vez, ha sido utilizada para estudiar diversas
enfermedades genéticas como el cáncer. En [133], los autores describen cómo el uso de
esta técnica puede ser aplicada para el estudio de diferentes tipos de tumores cerebrales.
Para ello, se recogieron varias radiografías y se midieron parámetros relacionados con
los anillos de dispersión de mielona. Estos valores fueron discretizados en 5 intervalos
de igual frecuencia previamente a la aplicación del algoritmo. Finalmente los autores
concluyeron que la intensidad de los anillos de mielina constituía un importante marcador
de la patología. Otros estudios han considerado nuevos algoritmos de minería de patrones
de contraste para descubrir patrones de contraste excepcionales [57] que pueden reducir
considerablemente el número de soluciones rendundantes obtenidas por algoritmos clásicos
como STUCCO. El algoritmo desarrollado fue validado posteriorimente en un conjunto de
datos morfológicos de cáncer. Esta técnica también ha sido utilizada desde un punto de
vista predictivo en conjunción con máquinas de vectores de soporte, árboles de decisión
y bosques de árboles aleatorios, En este caso, el objetivo de los autores era el estudio y
evaluación de la prognosis de una serie de factores demogŕaficos que causan un aumento en
la incidencia de cáncer colorrectal en la población afromericana [134]. Además del cáncer,
la utilidad de la minería de patrones de contraste ha sido demostrada en el estudio de otras
enfermedades. Por ejemplo, Kralj et al. [135] estudiaron las particularidades existente
entre enfermedades coronarias muy parecidas entre sí, como es el caso del ictus trombótico
y el ictus embólico mediante la combinación de minería de patrones de contraste y técnicas
de descubrimiento de subgrupos, utilizando además medidas fisiológicas y árboles de
decisión. Por último, la minería de patrones de contraste ha sido recientemente aplicada
para detectar una firma de SNPs relacionada con hasta 12 subgrupos de autismo [136].
Gracias a este trabajo, 193 nuevos genes potencialmente implicados con el autimos podrán
ser utilizados en futuras investigaciones contra la enfermedad.

Finalmente, cabe destacar varias aproximaciones del descubrimiento de subgrupos al
estudio del cáncer, ambas relacionadas con el cáncer de mama. Por un lado, los autores
en [137] consideraron una metodología que combinaba la tarea de descubrimiento de
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subgrupos con conceptos ontológicos de alto nivel en cáncer de mama. Esta metodología
primero reducía el número de genes a considerar a través de un paso previo de selección
de características. Entonces, los genes eran discretizados de manera binaria y ordenados
en base a su capacidad para diferenciar dos conjuntos de muestras pertenecientes a las
clases de la base de datos. Posteriormente, a través del uso de un algoritmo semántico de
descubrimiento de subgrupos se extrajeron el conjunto de reglas usando la lista ordenada
de los genes y los términos ontológicos. Por otro lado, Park et al. usaron datos procedentes
del programa SEER (Surveillance, Epidemiology, and End Results) para estudiar sub-
grupos interesantse relacionados con factores de supervivencia de larga y corta duración
en pacientes con cáncer de mama. Con este fin, los autores consideraron primero un
algoritmo descubrimiento de subgrupos para inducir reglas a través de los datos. Estos
subgrupos eran posteriormente evaluados teniendo en cuenta la diferencia en las medias de
la población cubierta por el subgrupo y el resto de la misma, permitiendo la creación de
dos grupos de pacientes con supervivencias cortas y largas basándose únicamente en datos
demográficos [138].

Como podemos comprobar, la mayoría de aplicaciones de la minería de datos al estudio
de transcriptómico de las enfermedades y sobre todo, del cáncer, se tratan de aproxima-
ciones predictivas, cuyo objetivo final es la construcción de un clasificador, sin atender al
conocimiento generado por los propios patrones que conforman las distintas relaciones
entre los genes y sus niveles de expresión. Las pocas propuestas existentes de minería
de patrones descriptiva se centran en la aplicación de test de la T de Student para la
determinación del conjunto de genes diferencialmente expresados en el paso de selección
de características [125], lo que puede de nuevo introducir sesgos en el análisis final por no
considerar el uso de técnicas que componen el estado del arte del campo como limma [102]
y sus test de la T moderados, los cuales son capaces de controlar de manera adecuada
la varianza. Por ello, este trabajo presenta una metodología descriptiva con la que poder
estudiar relaciones de alto orden en cáncer y otras enfermedades complejas que no presenta
los sesgos anteriormente mencionados.



Capítulo 3

Repositorios ómicos públicos

Uno de los principales factores limitantes en el análisis ómico de las enfermedades y en
concreto, del cáncer, es la disponibilidad de datos en los principales repositorios públicos.
El correcto intercambio de estos datos para el avance de la investigación contra las distintas
enfermedades suele estar salpicado por la ausencia de una estandarización con respecto
al tiempo de espera y acuerdos de uso, la privacidad de los pacientes o la caracterización
y calidad de los datos [139]. En muchas ocasiones, no es hasta después de varios meses
tras la localización de los datos de interés que los investigadores tienen acceso a los datos
requeridos.

3.1 Pasos generales para la obtención de datos ómicos

De acuerdo a un reciente estudio [139], la adquisición de datos genómicos sobre cáncer
(también aplicable, en la mayoría de casos, a datos procedentes de otras enfermedades y
ómicas) se demora de media entre 5 y 6 meses una vez que éstos han sido identificados.
Para ilustrar el tedioso proceso de recolección de datos, los autores consideran hasta 5
pasos, que se describen a continuación:

1. Búsqueda de los datos. El primer paso en la recopilación de datos genómicos suele
ser el de la búsqueda de los mismos. Usualmente, se llevan a cabo búsquedas
en diferentes repositorios públicos como Database of Genotypes and Phenotypes

(dbGaP) o Gene Expression Omnibus (GEO), entre otros. Otra fuente de información
es la depositada en otros repositorios de acceso público de revistas especializadas
cuando los autores publican sus contribuciones, aunque en ciertas circustancias, la
publicación puede demorarse e incluso darse el caso de que los datos estén sometidos
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a un cierto período de embargo, pudiendo ser necesario contactar directamente con
los autores. En ciertas ocasiones además, puede darse el caso de que los datos sean
incorrectamente etiquetados o incluso, que se omita la información de la procedencia
de la muestra.

2. Obtención del acceso a los datos. Aunque los datos, en su mayoría, están destinados
a ser de acceso público, el acceso a los mismos es muy variable en función del
organismo encargado de su almacenaje. En muchas ocasiones para obtener estos
datos es necesario pedir con antelación el acceso a los mismos, pudiendo demorarse
entre 3 y 6 meses. Además, ciertos repositorios internacionales están sujetos a leyes
más estrictas, añadiendo otra capa de complejidad al trámite.

3. Descarga de los datos crudos. Dependiendo del repositorio, existe un amplio abanico
de herramientas de software destinadas a buscar y descargar la información requerida.
Estas herramientas no están estandarizadas y varían para cada repositorio, pudiendo
encontrar algunas mal documentadas y de difícil instalación y configuración, lo que
supone un aumento del tiempo empleado en poder obtener los datos.

4. Caracterización de los datos. Una vez descargados, es necesario determinar a qué
muestra o protocolo pertenecen los datos descargados. En este caso, es posible
encontrar que para una misma muestra tenemos varios ficheros, entre los cuales
debemos determinar cuáles contienen la información que buscamos (por ejemplo, es
posible tener múltiples instantes temporales, tipos de tejidos, etc.). Tal y como se ha
mencionado anteriormente, es posible que nos encontremos con que las muestras o
ficheros han sido incorrectamente etiquetados, por ejemplo un fichero que contiene
datos de RNA-Seq ha podido se etiquetado como uno que contiene secuencias de
ADN. En muchas ocasiones además, este paso resulta tedioso por no poder encontrar
metadatos asociados a los datos que se buscan, haciendo la caracterización de los
mismos una tarea extremadamente complicada.

5. Determinación de la calidad de los datos. Dependiendo del tipo de datos, en muchas
ocasiones es necesario llevar un control de calidad posterior para comprobar que,
aquellos datos de baja calidad, se han eliminado para no perjudicar el correcto
análisis.

3.2 Tipos de repositorios

Actualmente, existen multitud de bases de datos donde se recopila información de distintas
ómicas, debiendo recurrir a una base de datos específica en función del objetivo del
estudio planteado. En concreto, para el ser humano, en base a los datos albergados y el
propósito del repositorio, podemos distinguir entre bases de datos de ADN, ARN, proteínas,
expresión, rutas funcionales y enfermedades [140].
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3.2.1 Bases de datos de ADN

En este tipo de repositorio se almacena información usada para el establecimiento del
genoma de referencia, el estudio del catálogo de las variantes estructurales del genoma o
análisis metagenómico de comunidades bacterianas presentes en el ser humano. Entre los
repositorios más destacados dentro de esta categoría cabe señalar:

■ RefSeq [141]. Forma parte de la red de bases de datos interconectadas del NCBI.
RefSeq se encarga de almacenar secuencias procesadas y anotadas procedentes de
datos genómicos, transcriptómicos y proteómicos.

■ International Genome Sample Resource (IGSR) [142] del proyecto de los 1,000
genomas. Esta base de datos se encarga de mantener el catálogo de variaciones
genéticas descubiertas durante el estudio de los 1,000 genomas. Estas variaciones
proceden de más de 1,000 muestras secuenciadas de individuos sanos que dieron su
consentimiento. Actualmente es una fuente de conocimiento usada como referencia
que sirve de apoyo en muchas líneas de investigación. el IGSR se encarga además de
actualizar los recursos con respecto al ensamblaje del genoma humano más actual,
añadiendo más información procedente de este proyecto y de otros proyectos que
trabajan con muestras públicas tomadas con el consentimiento de los pacientes.

■ European Nucleotide Archive (ENA) [143]. Se trata de una de las bases de datos
nucleotídicas más importantes en la actualidad. ENA contiene una gran cantidad
de datos crudos procedentes de secuenciación así como información acerca de los
ensamblajes e información funcional sobre los mismos. En esta base de datos
podemos encontrar información no sólo para el estudio del ser humano, sino para
muchos otros organismos.

■ Database of Genomic Structural Variation (dbVar) [144]. dbVar es una de las bases
de datos procedentes del NCBI (National Center for Biotechnology Information).
Esta base de datos en concreto recoge el catálogo de variantes estructurales genómi-
cas encontradas en humanos, incluyendo aquellas variantes de más de 50 pares de
bases de longitud entre las que se encuentran inserciones, deleciones, duplicaciones,
inversiones, elementos móviles, translocalciones y variantes complejas.

■ Database of Single Nucleotide Polymorphisms (dbSNP) [145]. dbSNP constituye
otra de las bases de datos del NCBI. En este caso, en ella se almacenan polimorfismos
de un solo nucleótido, microsatélites e inserciones y deleciones de pequeño tamaño
acompañadas anotaciones como la frecuencia de estas variaciones en la población o
la consecuencia molecular del polimorfismo. Esta base de datos además referencia
dichos polimorfismos con información procedente de otras bases de datos del NCBI.
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3.2.2 Bases de datos de ARN

Las bases de datos de ARN se encargan de almacenar información acerca de la parte del
material genético que no se transcribe en ARN mensajero. En este sentido, estas bases de
datos pueden almacenar información sobre moléculas de ARN no codificante, pequeños
ARN nucleolares o microARN. Dicha información ha suscitado especial interés en los
últimos tiempos, por lo que el estudio y caracterización de estas moléculas supone una
importante parte de la actividad científica. Entre los repositorios públicos destacados bajo
esta categoría podemos señalar:

■ miRBase [146]. La base de datos de miRBase se ha consolidado en los últimos años
como un catálogo muy completo que recoge los nombres y las distribuciones de una
gran cantidad de secuencias de micro-ARN, incluyendo 271 organismos con 38,589
precursores de miRNA y 48,860 secuencias maduras.

■ LncRNAWiki [147]. Este repositorio se basa en un esquema tipo wiki que puede ser
editado públicamente en el cual se reune información sobre grandes moléculas de
ARN no codificante.

3.2.3 Bases de datos de proteínas

Los repositorios encargados de almacenar información acerca de proteínas pueden contener
una colección de proteínas universales con su consiguiente estructura, reunir información
sobre familias proteicas e guardar árboles filogenéticos. Entre los repositorios proteicos
más destacados podemos encontrar:

■ Uniprot [148]. A día de hoy, Uniprot constituye el repositorio público sobre secuen-
cias proteícas e información funcional. Para ello, este repositorio se compone de
información de gran calidad revisada por expertos que ha sido publicada anterior-
mente en la literatura científica.

■ Pfam [149]. Esta base de datos almacena información acerca de las distintas familias
y dominios proteicos. La información almacenada en Pfam se trata de secuencias
proteicas sobre las cuales se conocen diversos dominios de interés que son buscados
contra nuevas secuencias y proteínas a estudiar.

3.2.4 Bases de datos de expresión

Bajo este nombre se engloban una gran cantidad de bases de datos enfocadas en almacenar
los niveles de expresión basal o diferenciales de diversos tejidos. Muchas de estas bases de
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datos almacenan simplemente la información de expresión procedente de diversos estudios
científicos, pudiendo encontrar tanto información de expresión procedente de ARN y
proteínas. Entre estas bases de datos, podemos destacar:

■ Gene Expression Omnibus (GEO) [150]. Perteneciente a la red de bases de datos del
NCBI, GEO es un repositorio público que almacena experimentos procedentes de
microarrays y RNA-Seq, pudiendo encontrar desde datos procedentes de transcrip-
tómica como epigenómica.

■ ArrayExpress [151]. Este repositorio almacena información funcional de experi-
mentos genómicos de alto rendimiento. Generalmente, los estudios depositados
en esta base de datos contienen los datos crudos y los metadatos derivados como
la anotación de las muestras, los protocolos utilizados e incluso los datos proce-
sados. En un comienzo esta base de datos sólo albergaba datos procedentes de
microarrays aunque, con los años, se ha ido actualizando y ahora alberga también
datos procedentes de tecnologías más modernas como RNA-Seq. A su vez, el tipo
de datos que alberga también se ha ampliado, pasando de almacenar sólo datos
transcriptómicos (de expresión génica) a contar con estudios epigenómicos y de
expresión de proteínas.

■ Human Protein Atlas (HPA) [152]. Este repostorio público aúna datos provenientes
de distintas ómicas con el objetivo de integrar y mapear todas las proteínas del cuerpo
humano en células, tejidos y órganos. Entre las tecnologías utilizadas para obtener
los datos presentes en el repositorio destacan las basadas en imágenes, proteómicas
basadas en la espectrometría de masas y distintos métodos transcriptómicos.

3.2.5 Bases de datos de rutas funcionales

Los respositorios de rutas funcionales aportan una información muy valiosa a los estudios
de investigación puesto que brindan la posibilidad de obtener una imagen a nivel de función.
Estas bases de datos almacenan información sobre las diferentes rutas metabólicas y de
señalización encontradas en varios organismos y, concretamente, el ser humano. Entre
estas bases cabe destacar algunas como:

■ Gene Ontology (GO) [153]. El objetivo del repositorio GO es el de proveer de un
modelo funcional biológico sobre distintos organismos, entre los que se incluye el
ser humano. De este modo, la base de datos se divide en tres ontologías que hacen
referencia a procesos biológicos, funciones moleculares y componentes celulares
mediante las cuales se puede extraer información funcional de, por ejemplo, un
conjunto de genes.
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■ Kyoto Encyclopedia of Genes and Genomes (KEGG) [154]. KEGG es un repositorio
público que almacena la información funcional en forma de rutas metabólicas y de
señalización. A su vez, esta base de datos ofrece mapas funcionales de diversas rutas
funcionales alteradas en enfermedades como el cáncer.

■ Reactome [4]. Reactome es otra de las bases de datos funcionales de dominio público
encargadas de almacenar información sobre rutas metabólicas y de señalización
en humanos (además de otros organismos). Como las anteriores, Reactome ofrece
información revisada y procedente de estudios científicos, presentando además
diversas herramientas que facilitan la búsqueda y análisis funcionales.

3.2.6 Bases de datos de enfermedades

Los repositorios encargados de almacenar información sobre enfermedades específicas
concentran a menudo información que podemos encontrar en otras bases de datos anteri-
ormente mencionadas. Podemos encontrar bases de datos específicas para enfermedades
como el Alzheimer y, en consonancia con el foco de estudio de este trabajo, el cáncer. A
esta categoría pertenecen grandes repositorios surgidos de colaboraciones entre organismos
que tienen como fin el estudio del cáncer. Dichas bases de datos presentan una colección de
estudios y experimentos revisados procedentes de diversas fuentes independientes. Entre
ellas, podemos destacar las siguientes:

■ Therapeutically Applicable Research to Generate Effective Treatments (TARGET).
Esta base de datos se encarga de recoger datos moleculares para estudiar los cam-
bios moleculares que derivan a la aparición de diversos tipos de cáncer infantil
difícilmente tratables, recogiendo principalmente datos de leucemia, cáncer de
riñón, neuroblastoma y osteosarcoma. TARGET se encuentra dentro de un proyecto
pretende desarrollar terapias más efectivasy menos tóxicas. Entre la información
disponible en esta base de datos podemos encontrar datos de expresión génica, meti-
lación, variación en el número de copias, miRNA y derivados de secuencias (tanto
genómicas como transcriptómicas).

■ The Cancer Genome Atlas (TCGA). TCGA es un programa fundado en el 2006
entre el National Cancer Institute y el National Human Genome Research Institute

de EEUU. El proyecto, que aúna investigadores de múltipes disciplinas, tiene como
objetivo la caracterización molecular de multitud de tipos de cáncer. En la actualidad,
cuenta con cerca de 20,000 muestras pareadas, es decir, muestras que cuentan tanto
con tejido normal como con tejido adyacente sano del mismo paciente. En los 16
años de vida del proyecto, se ha generado más de dos petabytes de información
genómica, transcriptómica, epigenómica y proteómica, que permanece accesible a
cualquier investigador interesado en hacer uso de la misma. La base de datos del
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programa continúa actualizándose día tras día, con un equipo de profesionales tras
ella que homogenizan la información depositada de nuevos ensayos y estudios que
se realizan en la actualidad.

3.3 Conclusiones

En el caso que compete a esta tesis, los datos utilizados proceden del dominio transcrip-
tómico. Por ello, se eligió el repositorio público de TCGA por aunar una amplia variedad
de tipos de cáncer con gran impacto en la sociedad. Entre ellos, se eligieron: cáncer de
mama, colorectal, de tiroides, de riñón, de pulmón o próstata, así como diversos subtipos
moleculares e histológicos pertenecientes a cada uno de ellos: subtipos moleculares de
cáncer de mama y colorectales y subtipos histológicos de cáncer de riñón. Además, tal
y como se describe en su correspondiente capítulo, se utilizó la base de datos GO para
realizar análisis de enriquecimiento funcional sobre los resultados obtenidos.

De este modo, para los estudios planteados en el trabajo se eligieron datos procedentes
de RNA-Seq de la base de datos TCGA, en forma de conteos estimados mediante RSEM,
tecnología usada para paliar uno de los problemas más comunes del conteo de lecturas de
la tecnología RNA-Seq: las lecturas no siempre mapean/alinean de manera única contra un
gen o isoforma. De hecho, este comportamiento puede ser observado cuando una misma
lectura proviene de una molécula de ARN procesada por splicing alternativo o cuando esta
deriva de genes parálogos. Una de las maneras de solucionar este problema es descartar
aquellas lecturas que presenten este fenómeno de multimapeo, perdiendo por tanto la
información que éstas aportan. Otra, sin embargo, es en la que se basa el método de RSEM,
la cual divide y distribuye la expresión de estas lecturas multimapeadas a los transcritos a
los que apuntan. Para ello, el método utiliza un algoritmo de máxima expectación, capaz de
estimar los niveles de expresión con mayor verosimilitud. De este modo, además de poder
utilizar los conteos de las lecturas alineadas contra el genoma o transcriptoma de referencia
para la estimación de la expresión diferencial de distintos genes o isoformas entre varias
condiciones, también es posible usar los conteos estimados por éste método [155].

A la hora de trabajar con datos transcriptómicos, normalmente se trabaja con grandes
matrices de decenas de miles de genes y cientos de individuos. La información contenida
en éstas matrices hace referencia al conteo o número de lecturas de un transcrito específico
(o en su defecto, a la abundancia estimada del mismo), como por ejemplo, un ARN
mensajero, procedente de la transcripción de un gen. En la Tabla 2 se ejemplifica el tipo de
matriz referida, la cual es el producto final de una serie de pasos de preprocesamiento y
conteo de lecturas.
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Genes
Muestras Paciente 1

Tejido sano
Paciente 2

Tejido sano
Paciente 1

Cáncer
Paciente 2

Cáncer
Gen A 300 492 28 54
Gen B 159 351 240 290
Gen C 135 169 864 791
Gen D 369 157 654 458

Tabla 2. Ejemplo de base de datos transcriptómica. Los genes o transcritos suelen ocupar
las distintas filas mientras que las muestras se distribuyen a lo largo de las columnas. El
formato de estos datos se corresponde a conteos de lecturas.

Como todo análisis realizado sobre grandes volúmenes de datos, debemos tener especial
cuidado al tratar con los datos de lecturas provientes de TCGA. Aún más si cabe, al
usar datos obtenidos mediante la tecnología de RNA-Seq, la cual es conocida por poder
presentar variaciones técnicas [156]. Este fenómeno, conocido comúnmente como batch

effect, provoca la observación de variabilidad en los análisis no procedente de una fuente
biológica sino técnica, como por ejemplo el tipo de secuenciador utilizado o el laboratorio
donde se llevaron a cabo los experimentos. Debido a que TCGA aúna información
de distintos experimentos, los cuales proceden de distintos centros de investigación, es
posible que se pueda observar este fenómeno. Para tratar de evitarlo, una de las posibles
aproximaciones es la utilización de muestras pareadas. Al utilizar muestras pareadas nos
aseguramos que ambas se procesen mediante la misma maquinaria de secuenciación y en
el mismo lugar, reduciendo esta fuente de variación externa. Además, con objeto de reducir
también la posible variación biológica entre muestras tumorales de una misma persona,
sólo se utilizaron aquellas que pertenecían al sitio de origen primario del tumor, es decir, se
utilizaron sólo muestras cancerosas del sitio donde se originó el tumor, sin tomar muestras
metastásicas que podrían presentar diferencias biológicas con respecto a las células del
tumor original. Estas muestras pareadas fueron utilizadas para los análisis realizados en el
capítulo 4, por ser idóneas para la realización de un análisis binario mediante técnicas de
minería de patrones emergentes.

Por el contrario, para el capítulo 5, al no disponer de muestras pareadas es posible que
exista algo de variación técnica en los análisis realizados, pudiendo tener un impacto
negativo sobre los resultados finales. Sin embargo, al no poseer de un claro efecto
batch (consultar casos de estudio específicos en el capítulo 5), la eliminación del ruido
podría suponer también la pérdida de señal biológica perteneciente a las muestras, sobre
todo, en condiciones donde parece observarse que el efecto batch no domina sobre los
resultados [157]. Esto, sumado al principal objetivo de demostrar el potencial de la
metodología basada en minería de patrones, conllevó a que no se utilizasen técnicas de
eliminación de ruido externo o corrección de efectos batch más allá de las utilizadas
durante el preprocesamiento llevado a cabo durante el análisis de expresión diferencial.
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Mientras que el conjunto de datos utilizado para ambos capítulos pertenece al repositorio
de TCGA 1, para el capítulo 5, basado en el estudio de diferentes subtipos de cáncer,
se consultaron los estudios [158], [159] para obtener información correspondiente a las
distintas etiquetas de las muestras en el caso de los subtipos moleculares.

1Datos accesibles a través de https://www.cancer.gov/about-nci/organization/ccg/research/structural-
genomics/tcga





Capítulo 4

Minería de patrones emergentes para el
estudio del cáncer

La primera propuesta del presente trabajo se centra en el estudio comparativo de varios
tipos de cáncer. El capítulo, también publicado en International Journal of Intelligent

Systems [22], tiene como objetivo la comprensión de las características únicas que presentan
los pacientes con cáncer. Para ello, mediante la aplicación de la minería de patrones
emergentes y la extracción de JEPs, se estudiaron tanto las características intrínsecas de
los pacientes con cáncer como aquellas que éstos nunca presentaban (comparando los
resultados con JEPs presentes únicamente en muestras correspondientes a tejido adyacente
sano). La aplicación de esta técnica perteneciente a SDPM presenta un gran interés, debido
a que permite la diferenciación de dos grupos de pacientes o partes de los mismos (tumor
primario vs tejido adyacente sano) sin requerir de hipótesis de partida o conocimiento
previo adicional. A diferencia de otras aproximaciones basadas en la construcción de
complejos modelos de clasificación que buscan la mayor precisión posible para la detección
temprana de la enfermedad, la producción de información descriptiva sobre el cáncer es
vital para el desarrollo de terapias de precisión.

4.1 Una aproximación basada en el uso de minería de patrones emer-
gentes

Con el objetivo de obtener dicha información, se ha desarrollado un flujo de trabajo basado
en minería de patrones que permite la descripción de varios tipos de cáncer mediante el
estudio de los cambios presentes en la expresión génica entre las distintas condiciones.
Para ello, el presente flujo de trabajo se divide en 4 procesos principales, los cuales se
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Figura 12. Metodología de análisis de datos de cáncer propuesta para la extracción de
JEPs.

muestran en la Figura 12 y se describen a continuación.

El primer procedimiento de la metodología propuesta (ver Algoritmo 1) consiste en la
determinación de los genes que presentan un nivel de expresión estadísticamente distinto
entre los dos grupos de pacientes o condiciones de contraste (cáncer y sanos). Durante
este primer proceso de la metodología y como es común en el análisis transcriptómico [2],
es importante reducir en la medida de lo posible el error cometido en la estimación de
los genes cuya expresión se ha visto alterada por la enfermedad, con objeto de no incluir
aquellos que no contribuyan a la comprensión de la enfermedad. No hay razón para
estudiar la expresión de genes que no presentan lecturas en ninguno de los grupos de
estudio, por lo que para evitar su inclusión se ha utilizado un punto de corte basado en el
número de conteos por millón (CPM) (ver Algoritmo 1, Líneas 3 a 5). El uso de los CPM
permite utilizar una métrica que tiene en cuenta el tamaño de la librería de cada individuo,
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Algoritmo 1 Procedimiento para la selección de genes
Entrada Datos de RNA-Seq incluyendo dos condiciones o grupos de pacientes
Salida Genes diferencialmente expresados (conjunto gde)

1: procedimiento ANÁLISIS PARA DETERMINAR LOS CAMBIOS EN LA EXPRESIÓN

GÉNICA

2: para cada gen g en los datos de RNA-Seq hacer
3: si CPM < 1 en X muestras entonces
4: Eliminar g de los datos de RNA-Seq
5: fin si
6: fin para
7: nGenes← calcular el número de genes en los datos de RNA-Seq
8: si nGenes > 0 entonces
9: normData ← Normalización TMM sobre los datos de RNA-Seq usando

edgeR
10: deg ← Incluir genes diferencialmente expresados de normData mediante el

uso de tests y con una FDR <= 0.05
11: fin si
12: devolver gde
13: fin procedimiento

refiriéndonos como librería al sumatorio del número total de lecturas obtenidas para un
único individuo. De este modo, los CPM se obtienen a través de la división del conteo de
lecturas de un determinado gen o transcrito entre el tamaño de la librería del individuo,
multiplicando finalmente el resultado por un millón. Formalmente, su cómputo se muestra
en la Ecuación 4.1.

CPM(Geni, Muestraj) =
Lecturas para el geni en la muestraj

Tamaño total de la librería de la muestraj
∗ 1, 000, 000

(4.1)

Como se ha mencionado en el Capítulo 2, una lectura corresponde a una secuencia de
ARN obtenida por la maquinaria de secuenciación, la cual puede estar compuesta por
multitud de segmentos. Con el punto de corte considerado, asumimos que un gen o
transcrito es relevante si tiene al menos 1 CPM en al menos X muestras, siendo X el
número de muestras del grupo de menor tamaño considerado. Como en este caso todos
los estudios están formados por muestras pareadas, X = N/2 siendo N el número total
de muestras, tanto cancerosas como sanas, del experimento. Tras este primer filtrado, se
realiza una normalización de la media recortada de los valores M (TMM, trimmed mean

of M values) [103] (ver Algoritmo 1, Línea 9) para controlar la variación en el número
total en el conteo de lecturas para cada gen entre las muestras de interés. Una vez los datos
han sido debidamente preprocesados, se lleva a cabo un análisis de expresión diferencial
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(Algoritmo 1, Línea 10) usando como punto de corte una FDR [160] (false discovery

rate) igual o menor a 0.05. Este punto de corte indica que se toleran un máximo de 5
falsos positivos cada 100 genes declarados como diferencialmente expresados entre las
condiciones. Finalmente, el conjunto de genes detectados con una expresión diferencial
entre ambas condiciones es devuelto por el algoritmo y usado como entrada del siguiente
proceso (Algoritmo 1, Línea 12).

Para este estudio hemos utilizado la aproximación clásica de edgeR basada en las pruebas
exactas. Resaltar que el método de selección de genes propuesto no presenta sesgos
contemplados para este tipo de análisis como otros considerados en aproximaciones
similares [128, 125]. A diferencia de dichas aproximaciones basadas en procesos clásicos
de selección de características [161] como la entropía o la selección de características
basadas en la correlación, la metodología propuesta no presenta grandes restricciones
al no tener que reducir drásticamente el espacio de búsqueda como en aproximaciones
basadas en la construcción de un clasificador. Además, este procedimiento no considera el
uso de test de la T, usados comúnmente en otras aproximaciones, introduciendo sesgos
debido a que no se considera que las estimaciones en la varianza pueden estar sesgadas por
genes que presenten poca variación en sus niveles de expresión, derivando finalmente en
la selección de genes marcados erróneamente como diferencialmente expresados. Otro
de los problemas de dichas aproximaciones es el escaso tamaño muestral utilizado, lo
cual perjudica enormemente el poder estadístico de los tests. En lugar del uso de estas
aproximaciones, el presente trabajo propone el uso de aproximaciones consideradas como
el estado del arte en el campo, como el uso de limma [102] para estudios de expresión
génica en microarrays o edgeR [103] para trabajar con datos provenientes de RNA-Seq,
el cual asume una distribución binomial negativa para modelar los datos de conteos. En
una distribución binomial negativa, los valores decimales o negativos no están permitidos,
además, no se asume igualdad de medias y varianzas a diferencia de la distribución de
Poisson considerada por modelos como el de Fisher, teniendo en cuenta de este modo la
variación biológica presente en los datos.

El segundo procedimiento de la metodología presentada (ver Algoritmo 2) lleva a cabo
la discretización de los niveles de expresión de las matrices de genes con sus respectivas
CPMs en 5 intervalos de igual frecuencia. Para ello, los la matriz de entrada formada
por los genes marcados como diferencialmente expresados durante el proceso anterior
es transpuesta, de manera que los genes pasan a ocupar la posición de las columnas y
las muestras la posición de las filas (ver Algoritmo 2, Línea 2). Entonces, un algoritmo
de discretización divide los niveles de expresión génica de cada uno de los genes en 5
intervalos de igual frecuencia, sustituyendo estos valores por diversas etiquetas, en base
al nivel de expresión que presente el gen i en la muestra j: EH (expresión muy alta),
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H (expresión alta), M (expresión media), L (expresión baja) y EL (expresión muy baja).
Nótese que este paso es opcional debido a que los datos podrían estar discretizados de
antemano o no requerirse al utilizar una metodología de minería de patrones distinta. Tras
la aplicación del algoritmo, se devuelve la matriz de los genes con sus respectivos niveles
de expresión discretizados (conjunto gde′), de manera que ésta puede ser usada como
entrada para la siguiente fase de la metodología (Algoritmo 2, Línea 6).

Algoritmo 2 Procedimiento para la fase de discretización de los datos
Entrada Genes diferencialmente expresados (Conjunto gde, con sus respectivos CPM)
Salida Conjunto de genes con valores de expresión discretizados (Conjunto gde′)

1: procedimiento DISCRETIZACIÓN

2: gde′ ← Transpuesta de la matriz de datos gde
3: para cada gen g en gde′ hacer
4: g ← Valores de expresión de g discretizados en 5 intervalos por igual frecuen-

cia
5: fin para
6: devolver gde′

7: fin procedimiento

La tercera fase de la metodología propuesta se refiere al proceso de extracción de patrones
emergentes. Tomando como entrada la matriz con los valores de expresión génica dis-
cretizados, el algoritmo divide los datos en dos subconjuntos, separando los pacientes con
cáncer de sus muestras respectivas de tejido adyacente sano. Posteriormente, a través del
uso de la versión 3 del algoritmo LCM se extraen todos los patrones frecuentes para cada
subconjunto considerado a un nivel de soporte mínimo α, el cual es predefinido por el
usuario. Una vez que todos los patrones frecuentes han sido obtenidos, se buscan todos
los JEPs en cada grupo o subconjunto (Líneas 5 a 9, Algoritmo 3). De este modo, el
algoritmo finalmente devuelve dos conjuntos de JEPs: aquellos presentes únicamente en
las muestras cancerosas y los encontrados sólo en el tejido adyacente sano, consiguiendo
obtener información descriptiva de ambos grupos. El estudio del conjunto de datos sanos
permite además el refuerzo del conocimiento obtenido sobre el cáncer, gracias a contar con
información exclusiva de esta condición y la intersección de la información no encontrada
nunca en dicho grupo (JEPs encontrados en el subconjunto de muestras sanas).

Por último, el cuarto procedimiento (ver Algoritmo 4) tiene como objetivo la reducción
del conjunto final de soluciones a través de la reducción y eliminación de resultados
redundantes típicamente obtenidos en tareas descriptivas. Debido a que el conjunto
de soluciones obtenido puede ser bastante grande, principalmente debido al número
de genes a analizar, este procedimiento busca patrones redundantes para únicamente
devolver un conjunto representativo de patrones o soluciones finales. Dicho conjunto
debe incluir soluciones capaces de describir a cualquier paciente, preferiblemente a todos,
con un conjunto pequeño y fácilmente comprensible de soluciones. En este sentido, el
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Algoritmo 3 Procedimiento para la extracción de EPs
Entrada Conjunto de genes discretizados (Conjunto gde′), α
Salida Conjunto de todos los JEPs para cada grupo G considerado (JEPG)

1: procedimiento FASE DE EXTRACCIÓN DE PATRONES FRECUENTES (LLEVADA A

CABO CON EL ALGORITMO LCM)
2: para cada grupo G en el conjunto gde′ hacer
3: XG ← muestras de gde′ pertenecientes al grupo G ▷ Generar un subconjunto

XG para cada grupo G
4: P ← ∅ ▷ Conjunto de todos los patrones frecuentes del grupo G
5: JEPG ← ∅ ▷ Conjunto con todos los JEPs del grupo G
6: P ← usar algoritmo LCM en XG considerando un punto de corte de soporte

mínimo α
7: para cada patrón frecuente p en P hacer
8: si p es un JEP entonces
9: JEPG ← JEPG ∪ p

10: fin si
11: fin para
12: fin para
13: devolver JEPG, XG

14: fin procedimiento

procedimiento de reducción primero ordena el conjunto de soluciones con respecto al
soporte o frecuencia de cada una de ellas (ver Algoritmo 4, Línea 2). En caso de haber un
empate en dicha métrica, las soluciones son entonces ordenadas por tamaño, (de mayor a
menor), tal y como se muestra desde las Líneas 3 a 7 del Algoritmo 4. El objetivo de este
ordenamiento es encontrar los patrones más representativos del conjunto de datos, mientras
que, en caso de empate, el patrón seleccionado es el de mayor orden debido a que apriori
aportará más información funcional que otro de menor orden. Tras la construcción de este
ranking, el primer patrón del mismo es seleccionado, pasando el algoritmo a marcar todos
los registros cubiertos por el patrón e introduciendo este primer patrón en el conjunto final
de soluciones (ver Algoritmo 4, Líneas 9 a 11). Dicho proceso se repite patrón tras patrón
para cada uno de los patrones en el conjunto ordenado de soluciones hasta que el conjunto
de soluciones haya sido cubierto por completo o no queden más patrones en el mismo. Este
procedimiento considera un punto de corte de solapamiento β, predefinido con anterioridad
por el usuario. Este punto de corte define que al menos cada patrón a considerar debe
cubrir un β% de nuevos registros. El conjunto resultante de soluciones finales depende
en gran medida de la distribución de los datos. Para aquellos grupos de pacientes con
características muy dispares o poco comunes, se requerirá de un mayor número de patrones
para obtener el conjunto de soluciones representativas. Por otro lado y como suele suceder
en este tipo de enfermedades, los pacientes suelen compartir características similares, sin
requerir de esta manera de un conjunto de soluciones final demasiado amplio para abarcar
todos los registros.
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Algoritmo 4 Procedimiento para la eliminación de datos redundantes
Entrada JEPG, XG, β
Salida Res ▷ Conjunto de los JEPs representativos para un grupo G.

1: procedimiento FILTRADO DE DATOS REDUNDANTES

2: JPEG ← Ordenación del conjunto JPEG a través del soporte
3: para cada conjunto de soluciones S ⊆ JPEG que tienen el mismo soporte hacer
4: JPEG ← JPEG \ S
5: S ← Ordenar S por tamaño (de mayor a menor)
6: JPEG ← JPEG ∪ S ▷ Añadir S a la misma posición en la que estaba

originalmente (rankeo de soluciones a través del soporte)
7: fin para
8: Res← ∅
9: p← Coger el primer elemento en JEPG

10: XG ←Marcar todos los registros cubiertos por p
11: Res← Res ∪ p
12: para cada p en JEPG hacer
13: si p cubre al menos un β% de nuevos registros no marcados entonces
14: Res← Res ∪ p
15: XG ← marcar registros cubiertos por p
16: fin si
17: fin para
18: devolver Res
19: fin procedimiento

4.2 Casos de estudio sobre diferentes tipos de cáncer

Esta sección trata de ilustrar la utilidad y el uso de la aproximación propuesta, basada
en el uso de minería de patrones emergentes. Para ello, se seleccionaron 6 de los tipos
de cáncer más comunes en la actualidad, con el objetivo de poder investigar potenciales
biomarcadores, asociaciones entre genes y funciones biológicas afectadas en los diferentes
tipos de cáncer. El objetivo que se pretende conseguir es demostrar la viabilidad de la
propuesta para el descubrimiento de nuevo conocimiento que posteriormente ayude a un
mejor entendimiento de la enfermedad, así como obtener conocimiento ya publicado que
sirva para contrastar la validez de la propuesta. Para ello, se eligieron datos en formato
RSEM para cáncer de mama (BRCA), adenocarcinoma de colon (COAD), adenocarcinoma
de pulmón (LUAD), cáncer de tiroides (THCA), adenocarcinoma de próstata (PRAD)
y cáncer de riñón (KICA). El conjunto final de soluciones obtenidas fue analizado a
través de una profunda revisión bibliográfica y un análisis de enriquecimiento funcional
considerando de este modo términos GO y rutas KEGG. El análisis de enriquecimiento
funcional consiste en un método utilizado para identificar rutas biológicas enriquecidas

o altamente representadas en un conjunto de genes, de manera que nos las encontramos
más veces de lo que cabría esperar por azar. Dependiendo de la información biológica
que se quiera comprobar, existen diferentes bases de datos como Gene Ontology [105] y
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KEGG [106]. A su vez, dentro de estos métodos, podemos encontrar dos aproximaciones:
análisis de sobre-representación (ORA) y análisis de enriquecimiento de conjuntos de
genes (GSEA, por sus siglas en inglés para Gene Set Enrichment Analysis), siendo la
primera la usada en nuestro caso debido a que únicamente buscamos obtener información
acerca de la posible función de los genes.

4.2.1 Análisis de cáncer de mama

El cáncer de mama hace referencia al tipo de cáncer más común entre las mujeres, pudiendo
afectar también al sexo masculino pero en un porcentaje extremadamente bajo [116]. De
este modo, constituye uno de los tipos de cáncer más importantes a día de hoy, ejerciendo
un terrible impacto en la sociedad. Con objeto de reducir la incidencia de la enfermedad,
es necesario promover los procedimientos de prevención de factores de riesgo, jugando un
papel fundamental junto a otros procesos como los de screaning o chequeos rutinarios entre
las mujeres. La base de datos analizada mediante la metodología propuesta comprende
224 muestras pareadas y 20,531 genes, encontrándose de manera pública en TCGA.

La aplicación del primer procedimiento de la metodología propuesta redujo el número
de genes a 11,738, considerando de este modo únicamente a aquellos con una expresión
diferencial significativa entre los dos grupos de muestras. La matriz resultante de CPM
fue discretizada en 5 intervalos de igual frecuencia, tal y como se describe en el segundo
procedimiento de la metodología propuesta para aplicar finalmente el algoritmo de ex-
tracción de patrones frecuentes y poder obtener aquellos patrones que fueran JEP (tercer
procedimiento de la metodología propuesta). Para ello, se consideraron como puntos de
corte para los niveles de soporte valores iguales al 30% y 35% para cada subconjunto de
los datos estudiados (cáncer y tejido adyacente sano, respectivamente), obteniendo un total
de 167,239 y 486,708 patrones frecuentes de interés que además eran JEPs entre las condi-
ciones estudiadas. Debido a que este número no puede ser fácilmente procesado por los
investigadores, el conjunto de soluciones se redujo significativamente con la aplicación del
filtro propuesto en el cuarto procedimiento de la metodología. De este modo, el conjunto
final de soluciones se redujo a 15 patrones tanto para el conjunto perteneciente a cáncer
(ver Tabla 3) como para el grupo de tejido adyacente sano (ver Tabla 4). Los dos conjuntos
de soluciones finales obtenidos son capaces de representar el 87.50% y 83.93% del registro
completo de pacientes con cáncer y de tejido adyacente sano, respectivamente. Algunos
de estos patrones se describen a continuación, de los cuales se discuten implicaciones
biológicas e información obtenida gracias a la aplicación del análisis de enriquecimiento
funcional y la correspondiente búsqueda bibliográfica.

Para comenzar este análisis es interesante centrar la atención sobre el primer patrón (ID 1,
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Coverage
ID Patrones (% de soluciones)
1 CCNB1 = EH, CDK1 = EH, KIF23 = EH, NUSAP1 = EH, CCNB2 = EH, MELK = EH, 30.36

NCAPG = EH, BUB1B = EH, NCAPH = EH, C12orf48 = EH
2 TPX2 = EH, CDK1 = EH, BUB1 = EH, KIF23 = EH, FANCI = EH, CCNB2 = EH, 32.14

NCAPG = EH, SGOL1 = EH, BUB1B = EH, C12orf48 = EH
3 CDK1 = EH, SPC25 = EH, ERCC6L = EH, BUB1 = EH, SMC4 = EH, SGOL1 = EH, 34.82

CENPI = EH, BUB1B = EH, NCAPH = EH, ARHGAP11A = EH
4 GPD1 = EL, FABP4 = EL, CIDEC = EL, ADH1A = EL, TUSC5 = EL, ADH1B = EL, 52.68

ADIPOQ = EL, CIDEA = EL
5 CCNB1 = EH, KIF11 = EH, KIF23 = EH, MELK = EH, NCAPG = EH, SGOL1 = EH, 54.46

NCAPH = EH, CDC7 = EH
6 ANLN = EH, CENPE = EH, EXO1 = EH, CCNA2 = EH, ASPM = EH, MCM10 = EH, 57.14

PLK4 = EH, MND1 = EH
7 FABP4 = EL, ADH1A = EL, ADH1B = EL, ADIPOQ = EL, CIDEA = EL, MEOX1 = EL 58.93
8 LDB2 = EL, CXorf36 = EL, MMRN2 = EL, ECSCR = EL, MYCT1 = EL, CLEC14A = EL 61.61
9 LDB2 = EL, GNG11 = EL, CXorf36 = EL, CD34 = EL, MYCT1 = EL 64.29
10 AQP7 = EL, FABP4 = EL, C14orf180 = EL, TUSC5 = EL, CIDEA = EL 66.07
11 FAP = EH, COL5A2 = EH, VCAN = EH, COL1A2 = EH, ADAM12 = EH 80.36
12 C1QTNF6 = EH, COL5A2 = EH, COL5A1 = EH, COL1A1 = EH, COL1A2 = EH 82.14
13 ERCC6L = EH, RACGAP1 = EH, ECT2 = EH, SGOL1 = EH, CASC5 = EH 83.93
14 LDB2 = EL, CXorf36 = EL, CD34 = EL, ERG = EL 85.71
15 C1QTNF6 = EH, COL5A1 = EH, COL1A1 = EH, OLFML2B = EH 87.50

Tabla 3. Conjunto final de soluciones obtenidas para el grupo de muestras de cáncer de
mama. Las etiquetas junto a los genes representados se refieren a los valores de expresión
génica discretizados: muy bajo (EL), bajo (L), medio (M), alto (H) y muy alto (EH).

Tabla 3). Centrándonos en el análisis de enriquecimiento funcional llevado a cabo sobre
el conjunto de datos, podemos esclarecer que todos los genes (salvo C12orf48) de este
patrón juegan un papel crucial en el desarrollo del ciclo celular, actuando normalmente
como oncogenes, es decir, promotores del cáncer cuando su expresión se encuentra por
encima de los niveles normales tanto en cáncer de mama como en otros tipos de cáncer
relacionados [162]. El posterior análisis bibliográfico reveló que C12orf48 hace referencia
a PARPBP, una proteína de unión a PARP-1 cuya función es la inhibición del mecanismo
de reparación de ADN a través de la recombinación homóloga. Como hemos discutido
con anterioridad durante el capítulo 2, este es un rasgo común dentro del cáncer, cali-
ficándose como hallmark y constituyendo un mecanismo de evasión al control del ciclo
celular. Además, son varios los estudios que han señalado que la sobreexpresión de dicho
gen en varios tipos de cáncer como el hepatocelular se relaciona con la progresión del
mismo [163], sugiriendo su posible rol como oncogén e implicación dentro del correcto
desempeño del ciclo celular. Como resultado de este primer patrón, es posible extrapolar
que C12orf48 forma parte del ciclo celular en las muestras de cáncer de mama, encontán-
dose sobreexpresado y compartiendo un marco común de regulación con el resto de genes
que pertenecen al patrón con ID 1. Este es un claro ejemplo del conocimiento que puede
extraerse mediante el uso de esta metodología descriptiva, mostrando el potencial de la
misma para obtener conocimiento sin la necesidad de hipótesis de partida ni información
previa.
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Por otro lado, también es interesante resaltar el patrón con ID 8 (ver Tabla 3). Los genes
pertenecientes a dicho patrón han sido detectados recientemente en un estudio [164] donde
se señalaba su asociación con funciones endoteliales. La desregulación de funciones
promotoras de la creación del endotelio son un conocido hallmark del cáncer. La creación
de nuevo endotelio es vital para la irrigación de las células cancerosas y la captación de
nutrientes, además de estar íntimamente ligada a la metástasis y diseminación de las células
cancerosas, pudiendo encontrar en diferentes tipos de cáncer, como ocurre en este caso,
genes relacionados con dichas funciones con un nivel de expresión mucho más alto del
habitual en condiciones normales. Cabe destacar que la función biológica de CXorf36 ha
sido poco estudiada hasta la fecha, mientras que la de CLEC14A parece ser la promoción
de actividades angiogénicas y la migración en cáncer [165]. El desconocimiento de las
funciones de algunos de los genes de este patrón, así como las actividades llevadas a cabo
por otros, lo hacen digno de futuros estudios para el desarrollo de terapias antiangiogénicas.

Coverage
ID Patrones (% soluciones)
16 TNS1 = EH, SORBS1 = EH, HSPB6 = EH, KCNIP2 = EH, AOC3 = EH, C7orf41 = EH, 35.71

CAT = EH, PLXNA4 = EH, PLIN1 = EH, AQP7 = EH, FZD4 = EH, TMEM37 = EH,
TLN2 = EH, HEPN1 = EH, AIFM2 = EH, MOSC1 = EH, PCDH9 = EH, ACO1 = EH

17 HSPB6 = EH, KCNIP2 = EH, AOC3 = EH, LIPE = EH, GYG2 = EH, AQP7 = EH, 37.50
GPD1 = EH, TMEM37 = EH, HEPN1 = EH, AIFM2 = EH, CIDEC = EH, PNPLA2 = EH,
TYRO3 = EH, SGCG = EH, ALDH2 = EH

18 TNS1 = EH, MYOM1 = EH, ACACB = EH, C7orf41 = EH, SIK2 = EH, AQPEP = EH, 39.29
CAT = EH, ACVR1C = EH, PLIN1 = EH, AIFM2 = EH, FERMT2 = EH, LOC283392 = EH

19 LPL = EH, AQP7 = EH, MLXIPL = EH, SLC7A10 = EH, MOSC1 = EH, CIDEC = EH, 41.07
LGALS12 = EH, ADIPOQ = EH

20 C7orf41 = EH, AKAP12 = EH, MMD = EH, FERMT2 = EH, ECM2 = EH, ITSN1 = EH, 42.86
C2CD2 = EH

21 TNS1 = EH, ACACB = EH, PLXNA4 = EH, C14orf49 = EH, HEPACAM = EH 44.64
22 FRMD1 = EH, PNPLA2 = EH, NMB = EH, VEGFB = EH 46.43
23 LIPE = EH, GPD1 = EH, TUSC5 = EH, CIDEA = EH 48.21
24 KIF4A = EL, CEP55 = EL, IQGAP3 = EL 62.5
25 CAV1 = EH, CAV2 = EH, KLB = EH 64.29
26 IQGAP3 = EL, KIF18B = EL 66.96
27 CHRDL1 = EH, PCOLCE2 = EH 69.64
28 SLC25A39 = EL, TIMM17B = EL 79.46
29 FAM13A = EH, CDC14B = EH 82.14
30 GPAM = EH, DGAT2 = EH 83.93

Tabla 4. Conjunto final de soluciones obtenidas para el grupo de muestras de tejido
adyacente sano de los pacientes con cáncer de mama. Las etiquetas junto a los genes
representados se refieren a los valores de expresión génica discretizados: muy bajo (EL),
bajo (L), medio (M), alto (H) y muy alto (EH).

Finalmente, también se hace interesante discutir algunas de las soluciones intrínsecas
obtenidas en el subconjunto de las muestras sanas, las cuales nunca encontramos en cáncer.
De esta manera, considerando el patrón con ID 17 de la Tabla 4, podemos encontrar
diversos genes cuya desregulación (al encontrarse las muestras cancerosas con un nivel
de expresión más bajo en comparación a las muestras sanas) implica la desregulación del
metabolismo lipídico en las células (LIPE, GYG2, AQP7, GPD1, CIDEC y PNPLA2). En
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este sentido, la falta de lipasas en cáncer de mama está asociada a métodos alternativos
para la obtención de energía por parte de las células cancerosas, como es el caso del
metabolismo de la glucosa y la glutamina. No es de extrañar que dichos resultados hayan
sido anteriormente descritos en la literatura [166]: the downregulation of lipid metabolism

through the absence of lipases and free fatty acids as well as low activity of PPAR-γ

signalling are key events in the formation of various types of cancer such as liposarcomas.
Aunque muchos de los genes descritos en este patrón han sido descritos con anterioridad
como genes supresores de tumores por su baja expresión en cáncer, como por ejemplo,
HSPB6 [167], es interesante destacar que a día de hoy no se ha descrito un nexo de
interacción entre los genes de este patrón relacionados con el metabolismo de lípidos y el
resto de genes que forman esta solución.

4.2.2 Análisis de adenocarcinoma de colon

El adenocarcinoma de colon tiene su origen en las células responsables de la producción
del moco que lubrica tanto el colon como el recto. Este tipo de cáncer de colon es el más
común en la actualidad, representando en torno al 95% de todos los casos y constituyendo
el tercer tipo de cáncer más común tanto en mujeres como en hombres, ocasionando en
torno al 9% de todas las muertes causadas por el cáncer [116]. En la mayoría de ocasiones,
al referirse a cáncer de colon, los estudios incluyen también el cáncer rectal, refiriéndose
de este modo al cáncer colorrectal como una única entidad [168]. Esta denominación
viene dada principalmente por tres razones: i) ambos tipos de cáncer se originan en el
intestino. ii) Tanto el cáncer de colon, como el rectal, presentan muchas similitudes
anatómicas además de iii) presentar una gran cantidad de similitudes funcionales, como el
almacenamiento y transporte fecal, la reabsorción de fluidos y excrección. Más del 90%
de todos los cánceres colorectales ocurren a partir de los 50 años de edad, situándose la
edad media de diagnóstico del mismo en torno a los 72 años. En este estudio, sin embargo,
hemos utilizado únicamente pacientes cuyo tumor primario es de adenocarcinoma de
colon, aunque muchas de las inferencias y conocimiento consultado en la bibliografía es
equivalente para estos dos tipos de cáncer. En este sentido, se ha analizado una base de
datos real compuesta por 52 muestras pareadas y 20,531 genes (y pseudogenes).

Tras la aplicación del primer procedimiento, el número de genes considerados se redujo
a un total de 8,642 con una expresión génica diferencialmente significativa entre ambas
condiciones de estudio. Esta matriz de genes reducida fue discretizada mediante el método
considerado en el segundo procedimiento para posteriormente extraer todos los patrones
emergentes (tercer procedimiento). Para este caso de estudio, se consideró a un patrón
como frecuente si aparecía al menos en un 40% de los registros para el subconjunto de las
muestras cancerosas, mientras que, para ser considerado como frecuente en el subconjunto
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Coverage
ID Patrones (% de soluciones)
1 NBLA00301 = EL, LMOD1 = EL, GPM6A = EL, SYNM = EL, KCNMB1 = EL, CNN1 = EL, 42.31

UCHL1 = EL, HAND2 = EL, DACT3 = EL, C7 = EL, PDLIM3 = EL, SLITRK3 = EL,
RERG = EL, CHRDL1 = EL, NAP1L3 = EL, HSPB7 = EL, MGP = EL

2 PHF14 = EH, UTP20 = EH, BAZ1B = EH, RBAK = EH, AVL9 = EH, TNPO3 = EH, 69.23
TRRAP = EH, TGFBRAP1 = EH, RNASEN = EH

3 CDK5RAP1 = EH, DDX27 = EH, ASXL1 = EH, TM9SF4 = EH, PHF20 = EH, POFUT1 = EH, 80.77
NCOA6 = EH, SULF2 = EH

4 CDH11 = EH, ZNF469 = EH, ITGA11 = EH, MMP14 = EH, MFRP = EH, COL8A1 = EH, 88.46
PLXDC1 = EH

5 ZBTB33 = EH, RBMX2 = EH, EMD = EH, ENOX2 = EH, VBP1 = EH, TMEM187 = EH 100.00

Tabla 5. Conjunto final de soluciones obtenidas para el grupo de muestras de cáncer de
colon. Las etiquetas junto a los genes representados se refieren a los valores de expresión
génica discretizados: muy bajo (EL), bajo (L), medio (M), alto (H) y muy alto (EH).

de muestras sanas, debía de tener una tasa de aparición del 42%. De este modo, se
obtuvieron un total de 132,638 y 9,013,927 JEPs tanto para las condiciones de cáncer como
sana, respectivamente. El proceso de filtrado contemplado en el cuarto procedimiento
redujo finalmente el conjunto de soluciones para cada condición a 5 patrones para el grupo
de cáncer (ver Tabla 5) y 5 para el grupo de muestras sanas (consultar Tabla 6). Como
resultado, con sólo 5 patrones, somos capaces de describir características pertenecientes
a todo el grupo de pacientes con la enfermedad mientras que en el caso de las muestras
sanas, con 5 soluciones somos capaces de abarcar el 80.77% de registros sanos. Como en
el apartado anterior, algunos de estos patrones se describen a continuación gracias a la
realización de un análisis de enriquecimiento funcional y la posterior revisión bibliográfica.

Pasando a la descripción de los resultados, cabe destacar el patrón con ID 1 de la Tabla 5,
el cual está compuesto por un total de 17 genes con un nivel de expresión bajo en las
muestras con cáncer con respecto a su contraparte sana. El análisis de enriquecimiento
funcional y la posterior búsqueda bibliográfica revelaron que algunos de los genes de
dicha solución están relacionados con funciones típicamente encontradas en cáncer como
una pobre diferenciación celular: CHRDL1, MGP y HAND2 así como una alta tasa de
migración celular: GPM6A, SYNM, CNN1, HAND2, PDLIM3, RERG, CHRDL1 y MGP.
Ambas funciones se encuentran íntimamente ligadas como podemos recordar de la revisión
de los hallmarks del cáncer en el capítulo 2, debido principalmente a que las células no
diferenciadas tienden a presentar mayores capacidades de crecimiento y migración [169].

Otra solución a tener en cuenta es la del patrón con ID 4 de la misma Tabla 5, la cual
está formada en esta ocasión por genes que llevan a cabo funciones relacionadas con
el mantenimiento de funciones estructurales en las células, angiogénesis y procesos de
adhesión celular. Las alteraciones en este tipo de genes han sido descritas en multitud de
estudios, teniendo un profundo impacto en la homeostasis de las funciones de adhesión
celular entre las células cancerosas y la matriz extracelular. Además, estas alteraciones
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también son conocidas por su interacción con los receptores tirosina kinasa, los cuales
promueven la proliferación de las células de cáncer y su posterior diferenciación en
entidades más especializadas [170]. MFRP, por su parte, es el único gen que hasta el
momento no posee una función estructural anotada, encontrándose sobreexpresado en
varios tipos de cáncer. Este gen podría ser capaz activar la ruta Wnt, conocida por su
implicación en varios procesos como la proliferación, diferenciación, apoptosis, migración,
invasión y homeostasis de tejidos [171]. Se cree que la activación de la ruta Wnt mediada
por MFRP tendría lugar a través del incremento de la señal de proliferación celular,
migración y angiogénesis [172].

Finalmente, es interesante resaltar el patrón con ID 10 perteneciente a las muestras sanas
(consultar Tabla 6 para más información) donde la mayoría de los genes (SNRPE, SNRPD2,
GEMIN6 and POLR2G) presentan funciones relacionadas con la maquinaria de splicing

del ARN mensajero a través de la estructura conocida como espliceosoma. Las mutaciones
en los componentes de dicha estructura pueden causar un procesamiento aberrante del
ARN mensajero que en última instancia podría conferir de capacidades oncogénicas a
las células afectadas [173]. Además, la desregulación en los niveles de expresión de
los componentes estructurales del espliceosoma está relacionada con los fenotipos más
agresivos en cáncer, por lo que este patrón podría indicar la necesidad de terapias más
intensas sobre el conjunto de pacientes aquejados por dicho subconjunto de características.

Coverage
ID Patrones (% de soluciones)
6 PDZD4 = EH, FAM129A = EH, PYGM = EH, ARL4D = EH, GPM6A = EH, HSPB6 = EH, 42.31

KCNIP3 = EH
7 ATP11A = EL, PLXNA1 = EL, XPO4 = EL, RRP1B = EL, RBM19 = EL, PFAS = EL, 65.38

AHCTF1 = EL
8 CIRH1A = EL, GARS = EL, NOP58 = EL, LYAR = EL, DCUN1D5 = EL, METTL1 = EL, 73.08

NAA15 = EL
9 RAD18 = EL, PYCR1 = EL, NUF2 = EL, CDCA4 = EL, KIF18A = EL, SHCBP1 = EL, 76.92

TRAIP = EL
10 EXOSC8 = EL, CCDC59 = EL, SNRPE = EL, SNRPD2 = EL, TOMM6 = EL, GEMIN6 = EL, 80.77

POLR2G = EL

Tabla 6. Conjunto final de soluciones obtenidas para el grupo de muestras de tejido
adyacente sano de los pacientes con cáncer de colon. Las etiquetas junto a los genes
representados se refieren a los valores de expresión génica discretizados: muy bajo (EL),
bajo (L), medio (M), alto (H) y muy alto (EH).

4.2.3 Análisis de adenocarcinoma de pulmón

El cáncer de pulmón constituye el tipo de cáncer más diagnosticado en la actualidad
presentando, además, una de las mayores tasas de mortalidad [116]. Entre los subti-
pos de la enfermedad, el adenocarcinoma de pulmón representa la variante más común,
perteneciendo a los cánceres de pulmón de células no pequeñas y comprendiendo en torno
al 40% de todos los casos de cáncer de pulmón. El desarrollo del cáncer de pulmón se
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encuentra íntimante a la exposición del factor de riesgo de ser fumador, no obstante, el
adenocarcinoma de pulmón comprende el subtipo de cáncer de pulmón más común incluso
en personas que nunca han fumado. Suele desarrollarse en las áreas periféricas de los
pulmones, pudiendo ser encontrando en numerosas ocasiones en cicatrices pulmonarse o
áreas de inflamación crónica. La base de datos analizada comprende 114 muestras reales
pareadas de tejido canceroso, con sus respectivas muestras normales, además del conteo
de su expresión génica a lo largo de 20,531 genes.

El análisis de este cáncer comenzó reduciendo primero el conjunto de genes considerados
a sólo 10,074 genes con una expresión diferencial significativa entre los dos grupos de
muestras. Esta matriz de datos fue usada como método de entrada para el segundo pro-
cedimiento de discretización de los valores numéricos en 5 intervalos de igual frecuencia,
a partir, siendo la salida de este algoritmo utilizada de manera respectiva por el tercer
procedimiento para obtener todos los patrones emergentes para los dos grupos de pacientes.
Para dicha tarea, se utilizaron puntos de soporte mínimo de 35% para las muestras de
cáncer y 36% para las muestras correspondientes a tejido adyacente sano, obteniéndose un
total de 66,423 y 43,730 soluciones (JEPs) para cada una de las condiciones consideradas,
respectivamente. Con objeto de reducir el gran número de soluciones obtenidas tras la
obtención de los JEPs, el filtrado propuesto en el cuarto procedimiento fue aplicado sobre
ambos conjuntos de soluciones, reduciendo de este modo el número final de las mismas a
sólo 11 para los pacientes con la enfermedad (ver Tabla 7) y 23 para el grupo de muestras de
tejido adyacente sano (ver Tabla 8). Finalmente, a través de un análisis de enriquecimiento
funcional y una intensa revisión bibliogŕafica, los resultados más interesantes se describen
a continuación.

Tras el análisis de las soluciones extraídas, cabe mencionar como aquellas de especial
interés las correspondientes a los patrones con ID 1, 2 y 3 de la Tabla 7. Dichos patrones
hacen referencia a genes que forman parte del ciclo celular, estando relacionados con
procesos de mitosis y funciones estructurales llevadas a cabo por microtúbulos, monstrando
una clara sobreexpresión de los mismos (etiqueta EH) en contraposición a lo observado
en las muestras sanas. Centrando la atención en el patrón más largo (ID 1), el análisis
de enriquecimiento funcional y la consecuente búsqueda en la literatura reveló que los
genes incluidos en él son esenciales para los procesos del ciclo celular y mitosis. De
este modo, la sobreexpresión de los mismos es un claro indicativo del descontrol de la
homeostasis celular, condición común en las células de cáncer. Adicionalmente, cabe
destacar que los genes relacionados con el patrón con ID 4 de la Tabla 7 pertenecen a la
ruta de señalización de adhesión focal PI3K-Akt-mTOR, señalando que muchos aspectos
relacionados con el crecimiento y supervivencia celular se encuentran constitutivamente
expresados al comprobar los niveles de expresión de los genes que forman parte de este
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patrón [174].

Coverage
ID Patrones (% de soluciones)
1 DLGAP5 = EH, TPX2 = EH, KIF20A = EH, KIF2C = EH, CDCA8 = EH, HMMR = EH, 36.84

KIF23 = EH, TTK = EH, SKA3 = EH, CDCA5 = EH, KIFC1 = EH, SKA1 = EH,
C15orf42 = EH, AURKB = EH

2 TOP2A = EH, CDC6 = EH, STIL = EH, CKAP2L = EH, KIF15 = EH, KIFC1 = EH, 40.35
SKA1 = EH, NCAPG2 = EH, LMNB1 = EH, ATAD5 = EH, BRCA1 = EH

3 KIF23 = EH, CCNA2 = EH, SPC25 = EH, PLK4 = EH, RAD51 = EH, RACGAP1 = EH, 43.86
FAM54A = EH, C15orf23 = EH

4 THBS2 = EH, COL5A2 = EH, COL1A1 = EH, COL3A1 = EH, COL5A1 = EH, COL1A2 = EH 57.89
5 CCNB1 = EH, BUB1B = EH, KIF11 = EH, PRC1 = EH, ARHGAP11A = EH 61.40
6 RBM28 = EH, NOL10 = EH, NUP85 = EH, XPO1 = EH 64.91
7 GIMAP6 = EL, STARD8 = EL, TLR4 = EL, RAB8B = EL 85.96
8 C1QA = EL, C1QB = EL, IFI30 = EL 92.98
9 ITLN2 = EL, SLC6A4 = EL 94.74
10 MGC29506 = EH, TNFRSF17 = EH 98.25
11 EPM2A = EL, FAM13B = EL 100.00

Tabla 7. Conjunto final de soluciones obtenidas para el grupo de muestras de cáncer de
pulmón. Las etiquetas junto a los genes representados se refieren a los valores de expresión
génica discretizados: muy bajo (EL), bajo (L), medio (M), alto (H) y muy alto (EH).

Coverage
ID Patrones (% de soluciones)
12 PPIB = EL, SEC13 = EL, METTL11A = EL, PSMC4 = EL, PFDN2 = EL, HM13 = EL, 35.09

P4HB = EL, YIF1A = EL, ROMO1 = EL, EIF5A = EL, JTB = EL, CALR = EL,
PMM2 = EL, TMED9 = EL

13 TPI1 = EL, PSMB4 = EL, CCT3 = EL, METTL11A = EL, PSMC4 = EL, RAG1AP1 = EL, 38.60
NHP2 = EL, PSMB3 = EL, ERGIC3 = EL, CYC1 = EL, ALDOA = EL, SEPX1 = EL,
EIF4A3 = EL

14 PSMB4 = EL, CCT3 = EL, ILF2 = EL, METTL11A = EL, MRPL3 = EL, SNRPD2 = EL, 40.35
ERGIC3 = EL, EIF3I = EL, CYC1 = EL, EIF4A3 = EL

15 PSMB4 = EL, KRTCAP2 = EL, SNRPG = EL, RAG1AP1 = EL, HSPE1 = EL, SSBP1 = EL, 42.11
CHCHD8 = EL, TIMM10 = EL, TMED9 = EL

16 HMGA1 = EL, HM13 = EL, GAPDH = EL, DOLPP1 = EL, SRPRB = EL, ECE2 = EL, 43.86
MRTO4 = EL

17 FARSB = EL, CCT3 = EL, C14orf166 = EL, MRPL3 = EL, DAP3 = EL, BTF3L4 = EL 45.61
18 PDIA6 = EL, ILF2 = EL, HM13 = EL, DDOST = EL, HSPE1 = EL, MRPL24 = EL 47.37
19 MRPS12 = EL, DOLPP1 = EL, ALG3 = EL, SLC25A39 = EL, FLAD1 = EL 49.12
20 CLNS1A = EL, GPR89A = EL, DAP3 = EL, PRMT3 = EL, MRPL30 = EL 50.88
21 APEX1 = EL, PPP1R14B = EL, NPM3 = EL, PYCR1 = EL 52.63
22 IMP4 = EL, ALDOA = EL, GPI = EL, P4HB = EL 54.39
23 FARSB = EL, MRPL9 = EL, AAMP = EL, VPS72 = EL 56.14
24 FGFR4 = EH, RNF182 = EH, LRRN3 = EH, CCDC48 = EH 78.95
25 PAICS = EL, ALG8 = EL, CCT6A = EL 80.70
26 COPG = EL, HSP90B1 = EL, STK39 = EL 84.21
27 LIMS2 = EH, SH2D3C = EH, USHBP1 = EH 87.72
28 FIGF = EH, SGCA = EH, C1QTNF7 = EH 89.47
29 GFPT1 = EL, XPR1 = EL 91.23
30 SLC35F2 = EL, CTHRC1 = EL 92.98
31 GPR172A = EL, SLC1A5 = EL 94.74
32 POLG2 = EL, DDX12 = EL 96.49
33 ADRB2 = EH, STX11 = EH 98.25
34 RAMP3 = EH, RGS9 = EH 100.00

Tabla 8. Conjunto final de soluciones obtenidas para el grupo de muestras de tejido
adyacente sano de los pacientes con cáncer de pulmón. Las etiquetas junto a los genes
representados se refieren a los valores de expresión génica discretizados: muy bajo (EL),
bajo (L), medio (M), alto (H) y muy alto (EH).

Por otro lado, volviendo la vista al conjunto de soluciones propias de las muestras de
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tejido adyacente sano, es interesante inferir funciones afectadas en cáncer. Por ejemplo,
el patrón con ID 13 de la Tabla 8 incluye genes que codifican para los componentes del
proteasoma, una estructura encargada de la degradación de proteínas no necesarias o
dañadas: PSMB4, PSMC4 PSMB3 además de genes relacionados con el metabolismo de
la glucosa: TPI1, RAG1AP1, and ALDOA, presentando todos ellos un nivel de expresión
menor en las muestras sanas que el observado en las procedentes de cáncer, donde se
encontraban sobreexpresadas. En cuanto a CCT3, es un gen codificante para una chaperona
molecular con implicación en el plegamiento de proteínas, un proceso mediante el que las
proteínas son activadas, ganando funciones biológicas. Sin embargo, en el caso de CCT3,
se ha relacionado su nivel de sobreexpresión con varios tipos de cáncer, promoviendo la
proliferación celular [175]. Es interesante destacar que se conocen multitud de funciones
cooperativas entre la red de chaperonas moleculares y el complejo del proteasoma, lo cual
podría indicar su relación con la degradación de proteínas supresoras de tumores en cáncer.

4.2.4 Análisis de cáncer de tiroides

El cáncer de tiroides representa el undécimo tipo de cáncer más comúnmente diagnosticado
en 2018 [116]. Este tipo de cáncer se origina en las células parenquimales del tiroides
presentando un cuadro clínico altamente variable, que abarca desde un cáncer indoloro y
tratable a perfiles de la enfermedad mucho más agresivos acompañados de altas tasas de
mortalidad. En este sentido, la incidencia de la enfermedad ha aumentado en los últimos
años mientras que, en un cómputo global, su tasa de mortalidad ha permanecido constante.
Para este tipo de cáncer se ha analizado una base de datos real procedente de TCGA, la
cual consta de 118 muestras pareadas y 20,531 genes.

A través de la aplicación de la metodología propuesta, el conjunto de genes totales con-
siderados fue reducido a 9,244 genes con una expresión diferencial significativa entre
las muestras de cáncer y las correspondientes a tejido adyacente sano. Posteriormente,
sobre esta matriz de datos reducida, se llevo a cabo el prodecimiento de discretización de
valores continuos, transformando los datos de expresión génica en 5 intervalos de igual
frecuencia. Tras esto, el tercer procedimiento extrajo el conjunto de patrones frecuentes
para ambos conjuntos de datos mediante la aplicación del algoritmo de minería de datos
LCM, considerando para ello puntos de corte para el soporte mínimo del 30% para ambos
subconjuntos. De este modo se obtuvieron un total de 258,536 y 6,370 JEPs para las
condiciones tumoral y sana, de manera respectiva. Con objeto de reducir reducir el número
de soluciones obtenidas a uno fácilmente manejable para el estudio del cáncer (omitiendo
soluciones redundantes), se aplicó el filtrado considerado en el cuarto procedimiento de la
metodología propuesta, obteniendo como resultado 14 patrones capaces de cubrir el 100%
de los registros con cáncer, mientras que en el caso de las muestras sanas, con 17 patrones
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se consiguió cubrir el 96.61% de los registros, pudiendo ser consultados ambos conjuntos
de soluciones en las Tablas 9 y 10, respectivamente. Los resultados e implicaciones
funcionales de los patrones obtenidos se discuten a continuación.

Coverage
ID Patrones (% de soluciones)
1 CDH6 = EH, ITGA2 = EH, RUNX1 = EH, TUBB3 = EH 35.59
2 CD55 = EH, SLPI = EH, ANXA2 = EH, ANXA2P2 = EH 45.76
3 TCF7L1 = EL, PKNOX2 = EL, FLRT1 = EL 54.24
4 DOCK9 = EH, CDC42BPG = EH, PTPRF = EH 64.41
5 EPS8 = EH, IGF2BP2 = EH, LLGL1 = EH 67.80
6 MGAT4B = EH, CTSA = EH, PI4K2A = EH, MAPKAPK3 = EH, ARL6IP5 = EH, 69.49

RABGGTB = EH, LACTB2 = EH, GLRX3 = EH
7 TGFA = EH, SHROOM4 = EH, EPS8 = EH, NOD1 = EH, PDE5A = EH, 71.19

NRP2 = EH, MED13 = EH, CD47 = EH
8 S100A13 = EH, C19orf53 = EH, GNPTG = EH, ARF5 = EH, POLR2I = EH, 84.75

CHMP2A = EH, RPS24 = EH
9 DNAH7 = EL, POLI = EL, THAP9 = EL, RSPH4A = EL, GPAM = EL 86.44
10 TTL = EH, RHOBTB3 = EH, RNF144A = EH, SNX30 = EH, USP31 = EH 88.14
11 DOCK9 = EH, ZMAT3 = EH, COL8A1 = EH, ASCC3 = EH, IGF2R = EH 89.83
12 OSR1 = EL, PODN = EL, DCN = EL, TMEM119 = EL, WISP2 = EL 96.61
13 LCN2 = EH, ST14 = EH, FTH1 = EH, LACTB2 = EH, GLRX3 = EH 98.31
14 DCN = EL, FBLN2 = EL, PRELP = EL 100.00

Tabla 9. Conjunto final de soluciones obtenidas para el grupo de muestras de cáncer de
tiroides. Las etiquetas junto a los genes representados se refieren a los valores de expresión
génica discretizados: muy bajo (EL), bajo (L), medio (M), alto (H) y muy alto (EH).

Centrándonos en el patrón con ID 7 de la Tabla 9 referente a las muestras tumorales,
podemos comprobar que muchos de los genes pertenecientes a dicha solución, como es
el caso de CD47, han sido descritos en estudios anteriores como oncogenes, es decir,
genes cuya mutación o desregulación en sus niveles de expresión es capaz de promover
la aparición y crecimiento del cáncer [176]. El análisis de enriquecimiento funcional,
también mostró que varios de estos genes juegan un papel clave durante la señalización
en cascada MAPK, como es el caso de NOD1, PDE5A o TGFA. Cabe señalar la presen-
cia de TGFA (también conocido como el factor de crecimiento transformante alfa), un
factor de crecimiento importante y muy conocido por su implicación en la proliferación,
diferenciación y desarrollo celular, cuyo nivel de sobreexpresión ha sido relacionado con
varios tipos de cáncer. Por otro lado, la solución con ID 10 (ver Tabla 9) consta de genes
relacionados con procesos de ubiquitinación según el análisis de enriquecimiento y la
posterior búsqueda bibliográfica, proceso cuya desregulación se asocia a la degradación
anómala de proteínas causando perturbaciones drásticas en la homeostasis celular que
pueden llevar a la tumorigénesis [177].

Finalmente, en referencia con los resultados obtenidos para las muestras sanas (consultar
Tabla 10), podemos resaltar el patrón con ID 21, el cual aúna un conjunto de genes que
codifican distintas proteínas conocidas por tener dominios de dedos de zinc, normalmente
implicadas en la regulación de la transcripción celular. Dentro de este patrón, la proteína
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Coverage
ID Patrones (% de soluciones)
15 FGFR1OP = EH, RPS6KA5 = EH, IRF6 = EH, WDR47 = EH, RBMXL1 = EH, SLC38A2 = EH 30.51
16 NARG2 = EH, CPNE3 = EH, SNURF = EH, IPO8 = EH, SMARCA2 = EH, SLMAP = EH 45.76
17 C11orf30 = EH, TAF3 = EH, SLC10A7 = EH, RANBP10 = EH, RG9MTD3 = EH, SHPRH = EH 50.85
18 CPNE3 = EH, FAM82B = EH, FAM35A = EH, SMARCA2 = EH, RABL3 = EH 54.24
19 FAM126B = EH, FBXL3 = EH, ASPH = EH, GABPA = EH, DCUN1D1 = EH 55.93
20 ZFP62 = EH, LOC653501 = EH, TTC30B = EH, C8orf48 = EH, ZNF285 = EH 61.02
21 LOC653501 = EH, ZNF658 = EH, ZNF214 = EH, ZNF230 = EH, KIAA1383 = EH 62.71
22 ZNF2 = EH, SENP8 = EH, ZNF396 = EH, ZNF346 = EH, LOC158572 = EH 64.41
23 C4orf38 = EH, ZKSCAN3 = EH, ZNF658 = EH, FLRT2 = EH, ZNF396 = EH 66.1
24 TNFRSF1B = EL, GPRIN1 = EL, RUNX1 = EL, ST8SIA4 = EL 76.27
25 TGFBI = EL, TNFRSF1B = EL, RUNX1 = EL, ST8SIA4 = EL 77.97
26 PODN = EH, MFAP4 = EH, PID1 = EH, ANKRD35 = EH 81.36
27 MFAP4 = EH, FEZ1 = EH, PID1 = EH 83.05
28 QDPR = EH, FAM165B = EH, NGFRAP1 = EH 84.75
29 RHOC = EL, UBTD1 = EL, MPG = EL 93.22
30 CLTA = EL, CD63 = EL, PLA2G16 = EL 94.92
31 LRRN4CL = EH, F10 = EH, ANKRD35 = EH 96.61

Tabla 10. Conjunto final de soluciones obtenidas para el grupo de muestras de tejido
adyacente sano de los pacientes con cáncer de tiroides. Las etiquetas junto a los genes
representados se refieren a los valores de expresión génica discretizados: muy bajo (EL),
bajo (L), medio (M), alto (H) y muy alto (EH).

KIAA1383, también conocida como MAP10, es un importante regulador del ciclo celular
que promueve la estabilidad de los microtúbulos cuyo bajo nivel de expresión ha sido
reportado con anterioridad en cáncer [178]. Sería pues interesante conocer si existe un
nexo de unión entre dicha proteína y los factores de transcripción presentes en el patrón,
ya que muchas de las proteínas que juegan un papel importante durante el desarrollo del
ciclo celular presentan una regulación a nivel transcripcional [179].

4.2.5 Análisis de adenocarcinoma de próstata

El cáncer de próstata es el tipo de cáncer más común en hombres, acentuando su incidencia
a medida que aumenta la edad de la persona con una representación estimada de 1,276,106
nuevos casos y 358,989 muertes sólo en 2018 [116]. Los pacientes tratados a tiempo y con
un riesgo de recurrencia entre bajo y moderado presentan la mejor prognosis generalmente,
con una tasa de supervivencia a 10 años del 99%. Este tipo de cáncer es generalmente
diagnosticado a través de la detección de antígenos específicos en biopsias del órgano o a
través de la palpación rectal. De manera más específica, el adenocarcinoma de próstata
representa la variante más común de este tipo de cáncer, constituyendo el 90% de los casos.
Para el estudio de este tipo de cáncer hemos utilizado un conjunto de datos formado por
100 muestras pareadas y 20,531 genes y pseudogenes.

Como en los demás casos de estudio, primero se redujo el conjunto de genes a considerar
a través del preprocesamiento y análisis de expresión diferencial entre las condiciones de
estudio a 7,899 genes por medio del primer procedimiento. Posteriormente, el conjunto de



4.2. Casos de estudio sobre diferentes tipos de cáncer 89

genes obtenido fue discretizado en 5 intervalos de igual frecuencia, siendo dividido este
conjunto de datos en los subconjuntos referentes a cáncer y tejido adyacente sano en el
tercer procedimiento. A su vez, este procedimiento se encarga de la extracción de todo el
conjunto de patrones frecuentes considerando un punto de soporte mínimo establecido por
el usuario, siendo en este caso de un 32% para el conjunto de las muestras con cáncer y de
un 34% para el conjunto de las muestras sanas. Después de este paso, se obtuvieron dos
conjuntos de soluciones que en total contaban con 50,988 y 40,854 JEPs para los grupos de
cáncer y tejido adyacente sano, respectivamente. Tras la obtención de los JEPs para ambos
subconjuntos, y con el objetivo de reducir el número final de soluciones y eliminar aquellas
redundantes, se utilizó el filtrado propuesto en el cuarto procedimiento, obteniendo al final
dos conjuntos de soluciones. El primer conjunto de soluciones para los pacientes con
cáncer constó de 21 patrones, mientras que en el caso del conjunto de soluciones para
las muestras pareadas de tejido adyacente sano se obtuvieron 15 patrones representativos.
Ambos conjuntos de soluciones explican el 90% de los registros considerados de manera
respectiva, pudiendo consultarse en la Tabla 11 para el conjunto de muestras de cáncer y
en la Tabla 12 para las muestras normales. Para una mejor comprensión funcional de los
resultados obtenidos, se llevó a cabo un análisis de enriquecimiento funcional, seguido de
una revisión de la literatura referente a los genes que forman las soluciones obtenidas. A
continuación se detallan los conocimiento más relevantes obtenidos.

Entre todo el conjunto de soluciones obtenidas para los datos de cáncer, el patrón con ID 3
de la Tabla 11 resulta de especial interés. Sólo en este patrón, el análisis de enriquecimiento
funcional reveló que 9 de los 14 genes que incluye se encuentran íntimamente relacionados
con procesos de proliferación celular, destacando, entre ellos, ID1, SMARCD3, CTF1,
TP63 y ADLH3A1, enriquecidos bajo el término "regulación positiva de la regulación
celular" y "regulación de la proliferación celular". Dichos genes se encuentran con unos
niveles de expresión bajos en las muestras de cáncer con respecto a las muestras normales,
situación corroborada con el análisis de expresión diferencial. En particular cabe destacar
la aparición de TP63, un controvertido gen con papeles tanto oncogénicos (promoción
de la división celular) como de supresor tumoral (evita el escape de la muerte celular
programada y la metástasis tumoral) cuya expresión es indetectable en adenocarcinoma
de próstata [180]. Adicionalmente, encontramos que ID1 y SMARCD3 se encuentran
con unos niveles de expresión bajos en pacientes con cáncer de próstata en nuestros
resultados, sin embargo comparando dichos resultados con aquellos encontrados en la
literatura obtenemos que ambos genes también han sido encontrados sobreexpresados
en otros estudios [181]. Cabe la posibilidad de que estos resultados puedan ser debidos
a la actividad combinada del resto de genes que forman dicho patrón, que, aunque en
este caso no presentan dicha sobreexpresión, acaban originando cáncer por otras vías que
merecen ser más exploradas en futuros estudios. Por otro lado, comentar la presencia de
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Coverage
ID Patrones (% de soluciones)
1 CTF1 = EL, RND2 = EL, ST6GALNAC2 = EL 36.00
2 CTF1 = EL, RND2 = EL, PCDH7 = EL 38.00
3 GSTP1 = EL, CTF1 = EL, SLC2A9 = EL, GJA1 = EL, S100A16 = EL, ALDH3A1 = EL, 40.00

SMARCD3 = EL, ID1 = EL, NGFR = EL, ITGB4 = EL, TP63 = EL, TPRG1 = EL,
GPX2 = EL, PDPN = EL

4 XYLB = EH, UBE2O = EH, ZNF253 = EH, DNAJC16 = EH, ZNF828 = EH, ARID1A = EH, 56.00
SMCR8 = EH, TMEM48 = EH, CKAP5 = EH, ZBTB44 = EH, CELF1 = EH, SPTLC2 = EH,
C10orf46 = EH

5 GSTP1 = EL, SLC2A9 = EL, S100A14 = EL, ALDH3A1 = EL, SMARCD3 = EL, WFDC2 = EL, 58.00
UBE2QL1 = EL, ID1 = EL, PHYHIP = EL, ST6GALNAC2 = EL, GPX2 = EL, NIPAL4 = EL,
ITGB4 = EL

6 ZNF664 = EH, UBE2O = EH, PAXIP1 = EH, UBAP2 = EH, SYNJ2 = EH, ZNF253 = EH, 60.00
GRSF1 = EH, CKAP5 = EH, ZBTB33 = EH, ADNP = EH

7 EFNB1 = EL, ETNK2 = EL, CAV2 = EL, EFEMP2 = EL, TCF7L1 = EL, ANO1 = EL, 62.00
SOX15 = EL, FBXO17 = EL, GAS6 = EL, DKK3 = EL

8 SLC2A9 = EL, ALDH3A1 = EL, TPRG1 = EL, GPX2 = EL, GJB5 = EL, GJB4 = EL, 64.00
CSTA = EL, TP63 = EL, NTN4 = EL

9 CSRP1 = EL, ACTC1 = EL, MPP2 = EL, JPH4 = EL, SRD5A2 = EL, TMEM35 = EL, 66.00
HRNBP3 = EL

10 HSPB8 = EL, MPP2 = EL, KY = EL, LDB3 = EL, PGM5P2 = EL, ATP1A2 = EL 68.00
11 LAMB3 = EL, GPR87 = EL, CHST9 = EL, TRIM29 = EL, KRT5 = EL, LOC642587 = EL 70.00
12 UBE2O = EH, TMEM48 = EH, RNF213 = EH, CHD8 = EH, PPFIA1 = EH 72.00
13 SERPINB1 = EL, ID1 = EL, TPRG1 = EL, FHL2 = EL, NGFR = EL 74.00
14 RFFL = EH, UBE2O = EH, NRIP1 = EH, ARID1A = EH, CELF1 = EH 76.00
15 ANGPT1 = EL, TPM1 = EL, POPDC2 = EL, PRICKLE2 = EL 78.00
16 MYO10 = EH, ZNF609 = EH, RREB1 = EH 80.00
17 SNAP25 = EL, ALDH1A2 = EL, CCBE1 = EL 82.00
18 PLS3 = EL, ELF4 = EL, ANTXR1 = EL 84.00
19 KY = EL, LDB3 = EL, CCBE1 = EL 86.00
20 SERPINB1 = EL, MECOM = EL, AMIGO2 = EL 88.00
21 LARS = EH, POLR1A = EH, ANKHD1-EIF4EBP3 = EH 90.00

Tabla 11. Conjunto final de soluciones obtenidas para el grupo de muestras de cáncer de
próstata. Las etiquetas junto a los genes representados se refieren a los valores de expresión
génica discretizados: muy bajo (EL), bajo (L), medio (M), alto (H) y muy alto (EH).

GSTP1, cuyo nivel de expresión regulado a la baja en células de cáncer de próstata es un
marcador común presente en la mayoría de los pacientes aquejados por esta enfermedad
(encontrándose en cerca del 80% de los casos). Por todos los motivos discutidos sobre
este patrón, se hace interesante el estudio futuro con más profundidad del mismo, por las
posibles implicaciones funcionales que tiene y la capacidad descriptora con genes como
GSTP1.

Siguiendo el análisis de las soluciones referidas al cáncer de próstata, es interesante resaltar
el patrón con ID 12 de la Tabla 11, el cual contiene genes relacionados con la ruta Wnt.
Como se ha comentado con anterioridad, esta ruta funcional presenta una gran relevancia en
la homeostasis de los individuos, siendo la desregulación de elementos de la misma pasos
claves para el desarrollo del cáncer. Entre los genes del patrón, RNF213, CHD8 y UBE20
han sido descritos por estudios previos como pertenecientes a dicha ruta funcional [182]
mientras que el resto de genes (TMEM48 y PPFIA1) podrían presentar alguna implicación
funcional dentro de esta ruta al presentar una relación de alto orden con los genes del
patrón.
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Por otro lado, el patrón con ID 14 perteneciente a la misma Tabla 11 contiene genes alter-
ados comúnmente en células de eritroleucemia, una variedad de leucemia aguda. Además,
dos de los genes de este patrón: ARID1A y NRIP1 han sido asociados con procesos de
señalización llevados a cabo en la ruta de señalización del receptor de andrógenos, uno
de las principales rutas de señalización desreguladas en cáncer de próstata. Esta ruta
de señalización regula múltiples fenómenos celulares, desde la proliferación o apoptosis
celular hasta la invasión, migración y diferenciación [183].

Finalmente, en relación con el conjunto de soluciones propias de las muestras sanas,
destacan los genes incluidos en el patrón con ID 23 (consultar Tabla 12). Estos genes
se relacionan con disfunciones en la contracción del músculo, la cual es un fenómeno
prevalente en una amplia multitud de tipos de cáncer independientemente del estadío
o estatus nutricional que presenten [184]. Dentro de dicho patrón, los genes MYL9,
KCNMB1, TPM1, TAGLN, TPM2 y CNN1 han sido relacionados con dicha desregulación.
En este mismo grupo de genes, CNN1, uno de los genes sobre los que más información
se tiene, se corresponde con un supresor tumoral que codifica una proteína de unión a
actina que estabiliza los sistemas filamentosos de actina [185]. Por su parte, la proteína
codificada por el último de los genes pertencientes al patrón (CSRP1), presenta nexos
de interacción predichos por bases de datos biológicas como String [186] con el resto de
genes que forman este patrón.

Coverage
ID Patrones (% de soluciones)
22 TMSB15A = EL, SYNGR2 = EL, RABEP2 = EL, C19orf46 = EL, MPST = EL, STRA13 = EL, 36.00

ATP6V1G1 = EL, SPDEF = EL
23 MYL9 = EH, CNN1 = EH, KCNMB1 = EH, CSRP1 = EH, TPM1 = EH, TAGLN = EH, 58.00

TPM2 = EH
24 CNN1 = EH, ACTG2 = EH, CSRP1 = EH, TPM1 = EH, DBNDD2 = EH 60.00
25 MYL9 = EH, GEFT = EH, TPM1 = EH, TAGLN = EH, TPM2 = EH 62.00
26 CCDC82 = EH, IL15 = EH, SEPT10 = EH, HMGN4 = EH, CHURC1 = EH 70.00
27 CNN1 = EH, MYL9 = EH, GCOM1 = EH, CSRP1 = EH 72.00
28 CCDC82 = EH, VAMP3 = EH, CHURC1 = EH, HMGN4 = EH 74.00
29 FAM76A = EH, IL15 = EH, KLHDC1 = EH, CCDC82 = EH 76.00
30 HEBP2 = EL, C2orf79 = EL, TMSB15A = EL 78.00
31 GSTZ1 = EL, POLD4 = EL, SLC35C2 = EL, PRKCZ = EL, BAIAP2 = EL 80.00
32 HEBP2 = EL, STRA13 = EL, H2AFJ = EL, NECAB3 = EL 82.00
33 TGFB1I1 = EH, PDLIM7 = EH, HAPLN2 = EH, TAGLN = EH 84.00
34 DDAH1 = EL, ADM2 = EL, GNPNAT1 = EL 86.00
35 RPS2 = EL, EEF1G = EL, CENPM = EL 88.00
36 PLBD1 = EH, UNC5B = EH, KSR1 = EH 90.00

Tabla 12. Conjunto final de soluciones obtenidas para el grupo de muestras de tejido
adyacente sano de los pacientes con cáncer de próstata. Las etiquetas junto a los genes
representados se refieren a los valores de expresión génica discretizados: muy bajo (EL),
bajo (L), medio (M), alto (H) y muy alto (EH).
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4.2.6 Análisis de cáncer de riñón

El último cáncer analizado en esta sección se corresponde con el cáncer de células renales,
el cual forma el tipo de cáncer más comúnmente encontrado en los pacientes con cáncer
de riñón. Aunque en la mayoría de los casos este tipo de tumor puede ser tratado mediante
métodos quirúrgicos, en torno a un 30% de los pacientes con este tumor desarrollan
metástasis [187]. La edad, etnia e incluso el género juegan un papel importante en esta
enfermedad, siendo generalmente más común su aparición en hombres de entre 60 a 80
años y contando, de este modo, con una incidencia estimada de 403,262 nuevos casos en
2018. La base de datos correspondiente a esta enfermedad, causante de 175,098 muertes a
nivel global [188], comprende de 72 muestras pareadas cuya expresión génica se midió a
lo largo de 20,531 genes.

Para el análisis de este tipo de cáncer, la base de datos considerada fue reducida a casi
la mitad (10,815 genes) gracias al preprocesamiento y análisis de expresión diferencial
llevados a cabo durante el primer procedimiento. Acto seguido, este conjunto de datos
fue discretizado en 5 intervalos de igual frecuencia mediante el segundo procedimiento
para después procesar, de manera independiente, cada subconjunto de los datos en base
a las condiciones de estudio (cáncer vs sanos). Tras la extracción de los patrones fre-
cuentes utilizando como puntos de corte para el soporte mínimo un 32% y 38% para los
pacientes con cáncer y sus muestras pareadas de tejido adyacente sano, respectivamente,
se obtuvieron en total 81,299 y 43,380 JEPs para dichas condiciones, de manera respectiva
(tercer procedimiento). Posteriormente, tras la obtención de los JEPs, se aplicó el método
de filtrado propuesto en el cuarto procedimiento para mejorar, de esta manera, la inter-
pretabilidad de los resultados a partir de la reducción de ambos conjuntos de soluciones
mediante la eliminación de patrones redundantes. Finalmente, los conjuntos de soluciones
finales comprenden 10 patrones para la condición de cáncer (ver Tabla 13) y 5 para la
condición correspondiente al tejido adyacente sano (ver Tabla 14), siendo capaces de
cubrir un 95.83% y 90.28% del registro total de pacientes con cáncer y sus respectivas
muestras sanas. Como en anteriores análisis, a continuación se describe el conocimiento
considerado más relevante, obtenido tras la aplicación de un análisis de enriquecimiento
funcional y la posterior revisión bibliográfica.

Tras la examinación del análisis de enriquecimiento funcional y la búsqueda bibliográfica
respectiva para cada solución encontrada, podemos afirmar que varios de los patrones
obtenidos para el conjunto de las muestras con la enfermedad (ver Tabla 13) se encuentran
estrechamente ligadas al cáncer. Por ejemplo, los patrones con ID 5 y 9 de la Tabla 13
enriquecieron términos GO tanto de procesos biológicos relacionados al desarrollo de la
respuesta inmune como para la promoción de la angiogénesis. De manera más específica,



4.2. Casos de estudio sobre diferentes tipos de cáncer 93

Coverage
ID Patrones (% de soluciones)
1 FXYD4 = EL, BSND = EL, ATP6V1G3 = EL 51.39
2 PLA2G4F = EL, BSND = EL, ATP6V1G3 = EL 56.94
3 FXYD4 = EL, BSND = EL, LOC389493 = EL 59.72
4 FXYD4 = EL, RAB25 = EL, ATP6V1G3 = EL 68.06
5 SEPT1 = EH, CD2 = EH, CD3E = EH, SIT1 = EH, IL2RG = EH, KIAA0748 = EH 77.78
6 RALYL = EL, HEPACAM2 = EL, FOXI1 = EL, ATP6V1G3 = EL 80.56
7 CA10 = EL, AGR2 = EL, LOC389493 = EL 83.33
8 EPB41L5 = EL, MSI2 = EL, KIAA0564 = EL, ZNF844 = EL, C9orf80 = EL 86.11
9 ECSCR = EH, CDH5 = EH, PCDH12 = EH, CD34 = EH 93.06
10 LRBA = EL, TMEM184C = EL, C9orf80 = EL 95.83

Tabla 13. Conjunto final de soluciones obtenidas para el grupo de muestras de cáncer de
riñón. Las etiquetas junto a los genes representados se refieren a los valores de expresión
génica discretizados: muy bajo (EL), bajo (L), medio (M), alto (H) y muy alto (EH).

en el patrón con ID 5, sólo se obtuvo un único gen cuyas funciones no apuntan de manera
directa al desarrollo de linfocitos T, siendo en este caso SEPT1 [189]. Este gen participa
en procesos de citocinesis y el mantenimiento de la morfología celular, promoviendo la
migración de las células cancerosas al encontrarse desregulado y con mayores niveles
de expresión que en condiciones normales. La desregulación del sistema inmune es
importante, como se ha mencionado anteriormente, para la creación de un microambiente
tumoral idóneo para el crecimiento y proliferación celular. En este sentido, dentro del
cáncer existe una competitividad constante entre mantener una señal inmunogénica débil
para no ser atacado por los mecanismos de defensa del organismo y el aprovechamiento de
biomoléculas promotoras de la inflamación, que facilitan el desarrollo de la enfermedad.
Por lo tanto, aunque actualmente no se conozca una vía directa de relación de SEPT1 al
sistema inmune, es probable que pueda llegar a estar implicado, como podemos ver al
presentar una estrecha relación con los genes que forman parte del patrón.

Por último, otro patrón interesante a destacar es el representado en la solución con ID 11 en
la Tabla 14, la cual hace referencia a las muestras sanas. Dicho patrón está formado de genes
relacionados procesos de regulación del transporte de proteínas y organización de uniones
celulares. La expresión de estos genes se encuentra con unos niveles superiores en las
muestras sanas, indicando así la posible regulación a la baja en las muestras tumorales. Esta
información concuerda con la obtenida en estudios de carácter reciente [190], cuyos autores
han mostrado que los genes contenidos en el patrón como EHF, C1orf116, ILDR1 y ESRP1
están a su vez relacionados con procesos de migración e invasión en el cáncer, procesos
tumorales típicamente beneficiados de la desregulación de componentes estructurales de
las células. En este sentido, cabe destacar que ESRP1 podría estar íntimamente ligado
a genes que median funciones de unión celular, ya que los genes de la familia ESRP
son conocidos por regular variantes de splicing relacionadas con la adhesión celular y la
reorganización del citoesqueleto [191].
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Coverage
ID Patrones (% de soluciones)
11 TMEM30B = EH, ERMP1 = EH, SRGAP3 = EH, COBLL1 = EH, MPP7 = EH, EHF = EH, 38.89

KLHL14 = EH, ILDR1 = EH, TSPYL5 = EH, GRHL2 = EH, CDH1 = EH, CDKL2 = EH,
ESRP1 = EH, C1orf116 = EH, TLR5 = EH

12 HSPA2 = EH, AIF1L = EH, C14orf4 = EH, MAL = EH, HOXB9 = EH, UXS1 = EH, 41.67
HOXB5 = EH, SLC29A2 = EH, HOXB8 = EH, CNP = EH, GLTP = EH, MRPS6 = EH,
RECQL5 = EH

13 SLC7A8 = EH, ENPP6 = EH, XPNPEP2 = EH, SLC22A8 = EH, ALDOB = EH, DAO = EH, 79.17
SUSD2 = EH

14 ESRRB = EH, SIM2 = EH, SYT7 = EH, NAT8L = EH, FLJ42875 = EH, LOC25845 = EH 81.94
15 CLIC5 = EH, PTPRO = EH, WT1 = EH 90.28

Tabla 14. Conjunto final de soluciones obtenidas para el grupo de muestras de tejido
adyacente sano de los pacientes con cáncer de riñón. Las etiquetas junto a los genes
representados se refieren a los valores de expresión génica discretizados: muy bajo (EL),
bajo (L), medio (M), alto (H) y muy alto (EH).

4.3 Lecciones aprendidas

La minería de patrones emergentes es una poderosa herramienta de análisis descriptivo
que puede ser usada para el estudio de multitud de enfermedades y, más concretamente, el
cáncer. La mayoría de estudios en cáncer se tratan de comparaciones binarias donde nos
encontramos con un grupo de muestras cancerosas y otro grupo de muestras sanas, general-
mente usadas como la condición control. De acuerdo a los resultados obtenidos durante la
aplicación de la metodología propuesta al estudio del cáncer, el poder discriminatorio de
esta técnica permite la búsqueda tanto de relaciones simples a nivel génico (que pueden
ser fácilmente detectadas mediante el uso de computadoras) como de relacionas más
complejas de alto orden en forma de posibles relaciones génicas no descritas anteriormente.
En este sentido, la aproximación que se propone en el presente trabajo para el estudio de
varios tipos de cáncer, basada en el uso de la minería de patrones emergentes, permite el
descubrimiento de conocimiento novedoso y útil, abriendo la posibilidad a futuros estudios
de validación de este conocimiento y el desarrollo de terapias personalizadas. Algunos de
los resultados presentados han sido descritos con anterioridad individualmente como genes
implicados en la enfermedad mientras que de otros, en cambio, se conoce su interacción
o participación en la misma ruta biológica. Sin embargo, entre los resultados obtenidos
podemos encontrar otros que señalan genes no asociados aún con la enfermedad, de manera
que no hay estudios actualmente que demuestren la interacción de estos genes con el resto
de los que forman el patrón descubierto o simplemente se trata de genes poco estudiados y
con funciones desconocidas.

De este modo, se han descubierto interesantes relaciones representadas a partir de los
patrones obtenidos, como el caso del patrón {LDB2 = EL, CXorf36 = EL, MMRN2 =
EL, ECSCR = EL, MYCT1 = EL, CLEC14A = EL}, perteneciente en este caso al estudio
llevado a cabo sobre los datos de cáncer de mama. El bajo nivel de expresión de la
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mayoría de los genes que forman parte de este patrón es un claro indicador en la literatura
científica sobre la enfermedad de procesos relacionados con la evasión de la muerte celular
programada. Sin embargo, el gen LDB2 no presenta un nexo de interacción descrito
con el resto de genes que forman el patrón. Algo similar ocurre también con CXorf36,
también conocido como DIPK2B, cuya función permanece poco estudiada a día de hoy.
Por tanto, en este sentido es necesario llevar a cabo futuros estudios sobre la enfermedad
que permitan discernir el rol que presentan dichos genes en el cáncer mama, lo que podría
ser de vital interés para el desarrollo de terapias personalizadas y el esclarecimiento de su
posible papel como genes supresores de tumores.

Otra solución interesante que es digna de recordar se encuentra contenida en el patrón
{PSMB4 = EL, KRTCAP2 = EL, SNRPG = EL, RAG1AP1 = EL, HSPE1 = EL, SSBP1
= EL, CHCHD8 = EL, TIMM10 = EL, TMED9 = EL}, perteneciente, en este caso, al
caso de estudio desarrollado sobre el adenocarcinoma de pulmón. En este sentido, el
rol de varios de los genes que componen este patrón está bien definido como el de los
componentes del proteasoma, los cuales son conocidos por mediar funciones que pueden
favorecer el desarrollo del cáncer. En cambio, el rol de genes como KRTCAP2, RAG1AP1
y TMED9 en cáncer de pulmón permanece siendo un misterio a día de hoy. De este modo,
la investigación futura sobre estos genes presenta un gran interés, pudiendo revelar nexos
de interacción entre los mismos que permitan el desarollo de nuevas terapias contra la
enfermedad.

El patrón {LOC653501 = EH, ZNF658 = EH, ZNF214 = EH, ZNF230 = EH, KIAA1383
= EH}, obtenido en el estudio realizado sobre el cáncer de tiroides, representa otra
de las soluciones que merecen estudios adicionales. En este patrón se agrupan varios
genes codificantes para las conocidas como proteínas de dedos de zinc, con una función
documentada de activadores transcripcionales. Estas proteínas han sido reportadas con
frecuencia en numerosos estudios de cáncer pero sin embargo, los mecanismos subyacentes
a través de los cuales influencian el desarrollo de la enfermedad necesitan de estudios
futuros. Dependiendo del target biológico al que se vayan a unir, las proteínas de dedo de
zinc son capaces de mediar funciones totalmente opuestas. En el caso que nos compete, los
genes que codifican dichas proteínas se encuentran sobreexpresados en el cáncer de tiroides,
encontrando una asociación de los mismos con MAP10. MAP10 es un gen codificante
involucrado en funciones de división celular y regulación positiva de la citocinesis, estando
de este modo relacionado con la progresión del cáncer. Los resultados obtenidos en
este caso sugieren un posible nexo de interacción entre los genes codificantes para las
proteínas de dedo de zinc y MAP10, el cual podría estar íntimamente ligado al desarrollo y
progresión del cáncer de tiroides. Sin embargo, los mecanismos por los que esta interacción
podría llevarse a cabo deberían de ser revisados en futuras investigaciones.
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Estos son sólo algunos ejemplos del conocimiento que puede ser extraído por la presente
metodología. De este modo, no sólo se han obtenido relaciones génicas con genes de-
sconocidos en la enfermedad hasta el momento, sino también conocimiento en forma
de interacciones conocidas entre genes que demuestran el correcto desempeño de la
metodología propuesta. Por ejemplo, algunos de los genes pertenecientes al conjunto
{LIPE, GYG2, AQP7, GPD1, CIDEC, PNPLA2} estudiado en el apartado del cáncer de
mama son conocidos por su implicación en la desregulación del metabolismo lipídico en
cáncer. Como hemos comentado con anterioridad, la desregulación del metabolismo de
los lípidos en cáncer está comúnmente asociada con métodos alternativos de obtención de
energía, como el metabolismo de la glucosa.

4.4 Conclusiones

En este capítulo se ha presentado una aproximación para el estudio del cáncer basada en
la utilización de la minería de patrones emergentes. La metodología propuesta incluye
4 procesos diferentes específicamente diseñados para el análisis de datos RNA-Seq en
cáncer. A través de su aplicación, esta aproximación permite la extracción de conocimiento
útil y altamente interpretable a partir de varias bases de datos de cáncer sin requerir de
ningún tipo de conocimiento previo o hipótesis de partida. Además, la aproximación que
se propone tiene la ventaja de considerar relaciones de alto orden, no estando restringida
de este modo a correlaciones por pares o acotada por la aplicación de aproximaciones
que no corresponden al estado del arte durante la fase de selección de características,
permitiendo de este modo un análisis descriptivo más potente sin la introducción de los
sesgos considerados comúnmente por otras aproximaciones. Para evaluar esta metodología,
se han seleccionado distintos datasets reales correspondientes a una amplia variedad de
tipos de cáncer. Concretamente, se analizaron hasta seis bases de datos de cáncer basadas
en conteos de RNA-Seq procedentes de TCGA. Los resultados obtenidos han servido
para demostrar la validez de la metodología propuesta a través del descubrimiento de
conocimiento descrito con anterioridad en la literatura especializada como biomarcadores
contra la enfermedad, mientras que, por otro lado, se han encontrado nuevos resultados en
forma de asociaciones génicas que no habían sido descritas con anterioridad. De manera
más específica, entre los resultados hemos encontrado algunos genes relacionados con la
desregulación del ciclo celular en cáncer de mama, un fenómeno descrito en la literatura
que certifica la adecuación de la presente aproximación. Por otro lado, se han descubierto
asociaciones entre genes cuya implicación en la enfermedad permanece poco estudiada.
Por ejemplo, asociaciones génicas como la presente entre KRTCAP2, RAG1AP1 and
TMED9 fueron detectadas junto con otros genes implicados en el desarrollo del cáncer
a través del conjunto del proteasoma en cáncer de pulmón. Por otro lado, CXorf36 y
LDB2 podrían tratarse de nuevos biomarcadores relacionados con funciones de evasión
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de la muerte celular programada. Por todos estos motivos, consideramos que la minería
de patrones emergentes y de manera más específica, la metodología propuesta debería ser
considerada en los estudios genómicos, no sólo por su potencial en la detección de nuevos
biomarcadores, sino también porque puede ser realmente útil para ser adaptada a las fases
llevadas en el análisis exploratorio de los datos.

Finalmente, el uso de esta aproximación podría ser extendida al análisis de múltiples
enfermedades como aquellas relacionadas con el hígado, enfermedades renales, cardíacas,
mentales o cualquier aplicación médica donde existan dos grupos para ser comparados.
La metodología propuesta es además aplicable al estudio de enfermedades troplicales
como la malaria, debido a que compara grupos de individuos con y sin la enfermedad.
Esta metodología puede además ser extendida para considerar no sólo dos grupos a ser
contrastados sino varios de ellos a través de la metodología de la minería de conjuntos de
contraste. La adaptación de esta metodología al estudio de múltiples condiciones en cáncer
y el análisis de los resultados constituye el objetivo del siguiente capítulo de la presente
tesis.





Capítulo 5

Minería de conjuntos de contraste para
el estudio del cáncer

La segunda propuesta se trata de una extensión de la metodología de análisis descriptivo
basada en el uso de técnicas de minería de patrones supervisadas descriptivas al estudio de
múltiples subtipos de cáncer. Con este objetivo, mediante el uso de la técnica de minería
de grupos de contraste se han estudiado las características diferenciales entre los distintos
subtipos pertenecientes a cáncer de mama, de colon y de riñón. Este tipo de propuestas
descriptivas buscan el desarrollo de terapias de precisión en la lucha contra la enfermedad.
Esta aproximación contrasta con las típicamente llevadas a cabo en éste área, centradas
en el desarrollo de metodologías predictivas que permiten la clasificación de los distintos
subtipos de la enfermedad a través de modelos predictivos. Adicionalmente, en este estudio
se ha llevado un análisis de supervivencia para evaluar la prognosis de las soluciones
obtenidas, con objeto de aumentar el entendimiento del conjunto final de soluciones. El
presente capítulo ha dado también origen a un trabajo que se encuentra sometido a revisión
en una revista de primer cuartil para su posterior publicación, concretamente este se envió
a Artificial Intelligence in Medicine.

5.1 Uso de la MGC para describir subtipos de cáncer

Como en la primera propuesta presentada en el capítulo 4, la aproximación basada en
la minería de grupos de contraste se divide en cuatro procesos principales, permitiendo
el análisis discriminatorio entre varios subtipos de la enfermedad. Además del posterior
análisis de enriquecimiento funcional y búsqueda bibliográfica, en este caso se estudió
el efecto sobre la supervivencia de los pacientes que tenían cada uno de los patrones
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Figura 13. Metodología de análisis de datos de cáncer propuesta para la extracción de
conjuntos de contraste.

encontrados en el conjunto final de soluciones obtenidas. De este modo, el flujo de trabajo
considerado para dicho análisis queda reflejado en la Figura 13.

En el primer procedimiento (ilustrado en el Algoritmo 5) el conjunto de genes considerado
es reducido a través del uso de un análisis de expresión diferencial entre las condiciones
consideradas, es decir, entre los subtipos de cáncer. Con este fin, el dataset es primero
filtrado de manera que todos los genes que no se expresan de manera consistente a lo
largo de todas las muestras del experimento sean eliminados. Para ello, utilizamos un
filtro basado en los CPM (el paso abarca desde la línea 4 a la 8 del Algoritmo 5) y, a
diferencia del utilizado en el primer capítulo, en esta ocasión varía para cada dataset,
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Algoritmo 5 Procedimiento para la selección de genes
Entrada Datos de RNA-Seq incluyen varios (3 o más) subtipos de cáncer
Salida genes diferencialmente expresados (conjunto diffGenes)

1: procedimiento ANÁLISIS PARA DETERMINAR LOS CAMBIOS EN LA EXPRESIÓN

GÉNICA

2: diffGenes_normcancer ← ∅
3: diffGenes_cancer ← ∅
4: para cada gen g en los datos de RNA-Seq hacer
5: si CPM < 10/L en más de N muestras entonces
6: Eliminar g de los datos de RNA-Seq
7: fin si
8: fin para
9: N ← número de genes restantes en los datos de RNA-Seq

10: si N > 0 entonces
11: normData← Normalización TMM sobre los datos de RNA-Seq mediante el

uso de edgeR
12: para cada par de posibles comparaciones sano vs subtipo de cáncer hacer
13: diffGenes_normcancer ← Añadir genes diferencialmente expresados

de la comparacióni con FDR <= 0.05 para un fold-change ≥ 1.5
14: fin para
15: para cada par de posibles comparaciones entre los distintos subtipos de cáncer

hacer
16: diffGenes_cancer ← Añadir genes diferencialmente expresados de

comparacióni con FDR <= 0.05 para un fold-change ≥ 1.5
17: fin para
18: diffGenes_normcancer ← Guardar genes únicos de

diffGenes_normcancer
19: diffGenes_cancer ← Guardar genes únicos de diffGenes_cancer
20: diffGenes← diffGenes_normcancer ∩ diffGenes_cancer
21: fin si
22: devolver diffGenes ▷ Matriz final con los genes diferencialmente expresados

implicados en cáncer y sus valores de expresión normalizados en formato CPM
23: fin procedimiento

siendo calculado por la expresión 10/L. De acuerdo a [192], se espera que un gen sea
relevante en el estudio si tiene al menos en torno a 10-15 conteos en al menos algunas de
las librerías consideradas, correspondiéndose la librería con el número total de conteos por
cada muestra. De este modo, L es el tamaño mínimo de la librería en millones, por lo que
si tiene un valor de por ejemplo, 20, el filtro quedará fijado a 10/20 = 0.5, quedándonos
así únicamente con los genes que tengan valores de CPM iguales o mayores que este punto
de corte en al menos N muestras de cualquiesquiera las condiciones a ser comparadas.
En este caso N se corresponde con el número de muestras de la condición que tiene el
menor tamaño. A continuación, las lecturas de RNA-Seq son normalizadas mediante
la normalización de la media recortada de los valores M (normalización TMM [103]),
para tener en cuenta en el análisis estadístico el número variable de conteos entre las
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diferentes muestras (ver línea 11 del Algoritmo 5). Una vez preprocesados los datos,
tiene lugar el análisis de expresión diferencial, llevado a cabo mediante la metodología
de cuasiverosimilitud recogida en edgeR [103]. De este modo, primero se llevan a cabo
contrastes dos a dos entre los grupos de pacientes afectados por los distintos subtipos de
la enfermedad y el tejido adyacente sano para obtener un conjunto que recoja a todos los
genes diferencialmente expresados de manera significativa entre las condiciones tumoral
y sana (líneas 12 a 14 del Algoritmo 5). Posteriormente, se llevaron a cabo análisis
de expresión diferencial comparando la expresión génica entre los distintos subtipos
de la enfermedad contra ellos mismos (líneas 15 a 17 del Algoritmo 5). El conjunto
de genes con una expresión diferencial significativa entre las comparaciones entre las
muestras cancerosas (2 a 2) constituye el segundo conjunto de genes a considerar, el cual
es intersectado con el primero para dar lugar al conjunto final de genes expresados de
manera significativamente distinta en cáncer y que a su vez también lo hacen entre los
subtipos de la enfermedad, tal y como se muestra en la línea 20 del Algoritmo 5. Los
análisis de expresión diferencial llevados a cabo fueron comprobados de manera relativa
a un valor de fold-change de 1.5, considerando a su vez una FDR de 0.05. Finalmente,
el conjunto de genes diferencialmente expresados y sus valores de conteos normalizados
en formato CPM son devueltos por el algoritmo y usados como entrada para el segundo
procedimiento. Como hemos mencionado anteriormente, éste paso es necesario para
obtener sólo el conjunto de genes con una expresión diferencial entre las condiciones de
cáncer que además tengan una expresión distinta con respecto a las muestras sanas, de
manera que con mucha probabilidad estemos considerando únicamente genes relacionados
con el cáncer.

Algoritmo 6 Procedimiento para la fase de discretización de los datos
Entrada Genes diferencialmente expresados (Conjunto diffGenes obtenido en el

procedimiento anterior)
Salida Conjunto de genes con valores de expresión discretizados (Conjunto

diffGenes′)
1: procedimiento DISCRETIZACIÓN

2: diffGenes′ ← Transpuesta de la matriz de datos diffGenes
3: para para cada gen g en el conjunto diffGenes′ hacer
4: g ← Valores de conteos de g discretizados en 5 intervalos correspondientes a

la división equitativa del rango de expresión del gen
5: fin para
6: devolver diffGenes′

7: fin procedimiento

El segundo procedimiento considerado en la metodología (ver Algoritmo 6) lleva a cabo la
discretización de los valores normalizados en formato CPM del conjunto final de genes
considerado en el anterior procedimiento. De este modo, primero el dataset diffGenes

se pasa al algoritmo, el cual calcula la transpuesta del dataset original, obteniendo
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diffGenes′ (línea 2 del Algoritmo 6). Entonces, el dataset transpuesto diffGenes′

es discretizado en 5 intervalos que corresponden a la división de los valores CPM mediante
un método de igual frecuencia (ver Algoritmo 6, líneas 3 a 5). El conjunto de etiquetas
usada fue el mismo que en el capítulo anterior, correspondiendo EL a una expresión muy
baja, L a una expresión baja, M a una media, H a expresión alta y EH a una expresión
muy alta. La salida final de este procedimiento es el conjunto de genes con sus valores
de expresión discretizados, paso que se corresponde a la línea 6 del pseudocódigo del
Algoritmo 6.

El tercer procedimiento de la metodología propuesta se encarga de obtener el conjunto
de patrones de contraste entre los diferentes subtipos de cáncer considerados (Algo-
ritmo 7). Para ello, primero el conjunto de datos con los valores de expresión discretizados
diffGenes′ es dividido de acuerdo al número total de subtipos de cáncer (ver Algoritmo 7,
línea 3). De este modo, cada uno de los subdatasets generados se corresponde con un
grupo de muestras que padecen el mismo subtipo de la enfermedad. Entonces, para cada
subtipo de muestras, se obtiene el conjunto total de patrones frecuentes mediante el algo-
ritmo LCM para un punto de corte de soporte α establecido previamente por el usuario
(ver Algoritmo 7, línea 5). Una vez que se ha extraído el conjunto de todos los patrones
frecuentes para cada uno de los subdatasets considerados, los patrones se unen en una sóla
base de datos, sobre la cual el algoritmo calculará la métrica de conjuntos de contraste .
Finalmente, sólo los patrones que cumplan con los criterios establecidos por el usuario
previamente al definir los puntos de corte serán considerados (Algoritmo 7, líneas 7 a 11).
De este modo y siguiendo este proceso, el algoritmo es capaz de encontrar los patrones
más discriminativos entre los distintos subtipos considerados. Nótese que los valores para
los puntos de corte considerados α (para el soporte) y δ (para la métrica de contraste) son
específicos para cada dataset, de manera que ambos deben de ser elegidos de acuerdo a la
naturaleza de los datos. Por defecto, para los experimentos realizados, el valor de α fue
variando para cada dataset mientras que, en un principio, el de δ se mantuvo a 0 para poder
estudiar todas las soluciones y que posteriormente el siguiente paso de la metodología se
encargase de seleccionar las más representativas. Sin embargo, en caso de que la carga
computacional sea un problema para el análisis, sugerimos aumentar progresivamente el
valor de δ e ir estudiando los resultados generados.

El cuarto procedimiento consiste en la aplicación de la técnica de filtrado para reducir el
número de soluciones redundantes en el conjunto final, a la vez que se conservan las más
representativas para cada uno de los subtipos de cáncer considerados (ver Algoritmo 8).
Como se ha comentado con anterioridad, al utilizar técnicas de minería de patrones sobre
bases de datos de expresión génica, el número de soluciones obtenidas puede ser enorme.
Por ello y con objeto de reducir este conjunto de soluciones para su fácil interpretación por
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Algoritmo 7 Procedimiento para la extracción de CSs
Entrada Conjunto de genes discretizados (Conjunto diffGenes′), puntos de corte de

soporte α y métrica de CS δ fijados por el usuario
Salida Todos los CSs para los subtipos de cáncer (ACS)

1: procedimiento FASE DE EXTRACCIÓN DE PATRONES FRECUENTES LLEVADA A

CABO POR EL ALGORITMO LCM
2: P ← ∅ ▷ Conjunto de todos los patrones frecuentes contenidos en los diferentes

subtipos de cáncer
3: para cada subtipo de cáncer C en diffGenes′ hacer
4: SC ← pacientes de diffGenes con el subtipo de cáncer C ▷ Se genera un

subdataset SC para cada subtipo de cáncer C
5: P ← LCM (SC , α).
6: fin para
7: para cada patrón frecuente p en P hacer
8: si p es CS entonces ▷ p es CS si

max|Support(p, SCi
)− Support(p, SCj

)| ≥ δ
9: ACS ← ACS ∪ p

10: fin si
11: fin para
12: devolver ACS
13: fin procedimiento

expertos en el dominio de la enfermedad, el algoritmo primero considera un punto de corte
γ con el que conservar únicamente aquellas soluciones con una longitud de al menos γ
genes. Este filtro debe ser elegido con precaución debido a que estamos interesados en
relaciones génicas de alto orden que comprendan más de dos genes pero a su vez un valor
demasiado alto en este parámetro puede reducir la capacidad del algoritmo para representar
todos los registros considerados en el conjunto final de soluciones. A continuación, las
soluciones con un soporte igual a 0 para el subtipo de interés o con una diferencia entre
las métricas de conjuntos de contraste y el soporte para dicho subtipo mayores que un
umbral de 0.1 son eliminadas del conjunto final de soluciones (reflejado en la línea 2 del
Algoritmo 8). El umbral considerado en este paso es de vital importancia ya que ayuda a
centrar el conjunto de soluciones final en el subtipo de cáncer bajo estudio. Posteriormente,
el conjunto de soluciones es ordenado con respecto a la métrica de conjuntos de contraste de
manera que, si hay un empate en esta métrica, el algoritmo resuelve el ranking ordenando
primero las soluciones con mayor longitud (mayor número de genes, ver línea 3 del
Algoritmo 8). El objetivo de este ordenamiento sigue el mismo razonamiento que el del
capítulo 4.2: primero, se ordenan las soluciones de modo que se obtienen las que mayor
capacidad descriptiva tienen, en este caso, a través de la métrica de conjuntos de contraste
ya que nos ofrece información discriminativa y descriptiva del conjunto de datos. En caso
de empate, el algoritmo resuelve el ordenamiento obteniendo primero las soluciones de
más alto orden ya que, apriori, tendrán más información funcional que otras de menor
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Algoritmo 8 Procedimiento para la eliminación de datos redundantes
Entrada ACS, diffGenes, Parámetros δ, γ, β, S (Subtipo de cáncer diana)
Salida Rep ▷ Conjunto final de soluciones representativas.

1: procedimiento FILTRADO DE DATOS REDUNDANTES

2: ACS ← Eliminar soluciones si N genes < γ, o Soporte(solución, S) = 0 o
|MétricaCS − Soporte(solución, S)| > 0.1.

3: ACS ← Ordenar ACS por la métrica de CS y la longitud del patrón
4: *Paso opcional ACS ← Eliminar soluciones con un soporte mayor que β en los

otros subtipos de cáncer considerados (sin contar el subtipo diana)
5: Rep← ∅ ▷ Conjunto vacío donde se almacenarán las soluciones finales
6: f ← Primer elemento de ACS
7: Rep← Rep ∪ f
8: diffGenes← marcar registros cubiertos por f
9: para cada p en ACS hacer

10: si p cubre al menos un δ% nuevos registros no marcados entonces
11: Rep← Rep ∪ p
12: diffGenes← marcar registros cubiertos por p
13: fin si
14: fin para
15: devolver Rep
16: fin procedimiento

orden (estando en numerosas ocasiones las soluciones de menor orden contenidas en el
conjunto de mayor orden). A continuación, el primer patrón de este conjunto ordenado es
seleccionado y almacenado en el conjunto final de soluciones, marcando posteriormente
todos los registros cubiertos por el mismo (líneas 6 a 8 del Algoritmo 8). Este proceso se
repite para cada uno de los patrones considerados en la lista ordenada hasta que, o bien
no quedan más patrones o se consigue cubrir el 100% de los registros para el subtipo de
cáncer bajo estudio en ese momento. Adicionalmente, sólo los patrones capaces de superar
un umbral de solapamiento y describir un δ% de nuevas soluciones que el patrón anterior
son almacenados en el conjunto final de soluciones (ver líneas 9 a 14 del Algoritmo 8). El
número final de soluciones consideradas dependerá por tanto, del número de características
comunes entre los pacientes de un subtipo determinado, requiriendo de un cojunto menor
si el subtipo es muy homogéneo.

En algunos casos, el conjunto final de soluciones obtenido puede presentar niveles similares
en el soporte del subtipo de cáncer bajo estudio y el resto de los considerados para la
enfermedad. Dicho comportamiento no es raro ya que algunos subtipos de cáncer se
encuentran altamente relacionados entre sí, como por ejemplo los subtipos luminales de
cáncer de mama. En estos casos, para obtener un conjunto final de soluciones capaz de
discriminar entre los subtipos considerados lo máximo posible, hemos introducido un
parámetro adicional en el Algoritmo 8 llamado β. El parámetro β se trata de un umbral
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extra de soporte introducido para reducir el número de patrones a considerar, además del
parámetro γ (ver línea 4 del Algoritmo 8). Aquellos patrones con un umbral de soporte
mayor que el considerado por el parámetro β en aquellos subtipos de cáncer distintos al
considerado como diana en ese momento son descartados.

Finalmente, el conjunto de soluciones obtenido es analizado mediante las técnicas consid-
eradas anteriormente, como el enriquecimiento funcional y una búsqueda bibliográfica.
Sin embargo, en este capítulo, en aras de mejorar la comprensión sobre la prognosis de
los pacientes del conjunto de soluciones obtenidas, se han llevado a cabo además diversos
análisis de supervivencia.

5.2 Casos de estudio en diferentes subtipos de cáncer

En esta sección se presenta el análisis de varios casos de estudio para poder evaluar la
utilidad y adecuación de la metodología propuesta en el estudio descriptivo de distintos
subtipos de cáncer. El objetivo de dicha aproximación es la obtención de características que
permitan diferenciar los distintos subtipos de la enfermedad a través de una metodología
basada en el uso de conjuntos de contraste. Para ello se analizaron los subtipos molecu-
lares de cáncer de mama (BRCA) y colon (CRC), mientras que por otro lado, también
se analizaron los subtipos morfológicos de cáncer de riñón. De este modo, podemos
comprobar la adecuación de la metodología en el análisis no sólo de subtipos moleculares,
sino también de la división en base a la histología de tipos de cánceres conocidos como
el de riñón. Los datos de conteos fueron obtenidos de la base de datos del TCGA [193]
en formato RSEM (conteos estimados a partir de datos de RNA-Seq). Por otro lado, los
datos correspondientes al subtipo molecular (etiquetas) al que pertenecían las distintas
muestras analizadas fueron obtenidos de [158] para el cáncer de mama y [159] para el
cáncer colorectal, los cuales corresponden a una fracción de los datos disponibles en el
TCGA para ambos tipos de cáncer. En el caso de los subtipos histológicos de cáncer de
riñón, las etiquetas fueron obtenidas de la base de datos del TCGA y hacen referencia a la
localización histológica de cada una de las muestras en el rinón. Los datos obtenidos no
fueron sometidos a más preprocesamiento que el indicado en la metodología propuesta
puesto que podríamos eliminar señal biológica en lugar de reducir ruido técnico al intentar
corregir por los distintos efectos aleatorios producidos al producir los datos de RNA-Seq
bajo distintas condiciones. El conocimiento adquirido de cada uno de estos análisis se
muestra a continuación en varios casos de estudio, tras la aplicación de las técnicas de-
scritas con anterioridad (análisis de enriquecimiento funcional y de supervivencia), así
como de una intensa búsqueda bibliográfica.

El análisis de supervivencia consiste en una técnica usada en multitud de estudios clínicos
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que persiguen conseguir un mayor entendimiento de la implicación y efecto de distintos
factores sobre la prognosis y supervivencia de los pacientes. En este sentido, los análisis
de supervivencia son procedimientos estadísticos en los que se mide el tiempo que tran-
scurre hasta que ocurre un determinado evento [194], siendo generalmente y, en el caso de
este estudio, el tiempo de supervivencia medio de los pacientes después del diagnóstico
de la enfermedad. Los análisis de supervivencia requieren de una metodología especial
debido a que, en numerosas ocasiones, los individuos que forman parte del estudio podrían
abandonarlo antes del instante temporal en el que ocurre el evento. Estas observaciones,
aunque consideradas incompletas, todavían pueden aportar información al análisis final,
siendo el caso más común el que acabamos de describir, conocido comúnmente como una
observación censurada por la derecha. Para este estudio, hemos utilizado un análisis de
supervivencia para comprobar la existencia de posibles diferencias en la distribución de
los tiempos de supervivencia entre los grupos de individuos que presentan el patrón final
obtenido contra aquellos que no lo presentan a través del análisis con curvas de Kaplan-
Meier. Las curvas de Kaplan-Meier se tratan de métodos no paramétricos comúnmente
usados para comparar el ratio de supervivencia entre dos condiciones, como por ejem-
plo, los diferentes ratios de supervivencia entre los individuos que han recibido distintos
tratamientos. Para el caso que nos compete, hemos comparado los tiempos de superviven-
cia del grupo que incluye a los pacientes representados por los patrones resultantes en el
conjunto final de soluciones contra el resto de individuos, independientemente del subtipo
al que pertenezcan, para estudiar el efecto en la supervivencia de los individuos con los
patrones obtenidos en el estudio de los 3 tipos de cáncer mayores estudiados (mama,
colorectal y riñón). En las curvas de Kaplan, la probabilidad estimada de supervivencia
de los individuos pertenecientes a los diferentes grupos se evalúa en diferentes puntos,
los cuales quedan representados en la gráfica y corresponden a los pequeños saltos ob-
servados en la función de supervivencia. Para calcular el ratio de supervivencia entre
los distintos grupos que forman el análisis en los diferentes instantes temporales hemos
usado una prueba basada en el log-rank. Este test comprueba la hipótesis nula de que las
funciones de supervivencia son iguales para cada población o grupos analizados dado un
instante temporal, es decir, comprueba la hipótesis nula de que no hay diferencias entre
las supervivencia de los distintos grupos estudiados. En nuestro estudio, las curvas de
Kaplan-Meier muestran los tiempos de supervivencia de hasta 7 años después de que el
paciente fuera diagnosticado por la enfermedad, sin embargo, como nota aclaratoria, todos
los datos que se tengan sobre pacientes que viven más de 7 años todavía son usados e
incluidos para el cálculo del p-valor que se muestra en las figuras. Para realizar estos
análisis, se descargaron datos clínicos para los pacientes del estudio a través del portal del
TCGA. Los tiempos de supervivencia hasta la muerte de los pacientes fueron medidos en
días desde la detección de la enfermedad hasta la muerte del paciente. Aquellos pacientes
a los que no fue posibles hacerles un seguimiento completo fueron censurados por la
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derecha. Como es posible encontrarnos el seguimiento de un paciente segmentado en
varias variables, éstas fueron unificadas en una única variable que hace referencia al tiempo
total de supervivencia del mismo, quedándonos con aquel con el valor más alto (si existiese
más de uno). Todas las figuras relacionadas con este análisis quedan recogidas en la
web http://www.uco.es/kdis/cs/.

5.2.1 Análisis de los subtipos de cáncer de mama

Tal y como se ha comentado en apartados anteriores, el cáncer de mama constituye el
tipo de cáncer más comúnmente diagnosticado en mujeres. Son numerosos los estudios
realizados sobre este tipo de cáncer, destacando trabajos pioneros como [195], los cuales
permitieron la identificación de varios perfiles moleculares dentro del cáncer de mama,
permitiendo su clasificación en 5 subtipos moleculares: basal, HER2, luminal A, luminal

B y normal-like. Esta clasificación sigue vigente en la actualidad, con la única excepción
de que entre los subtipos principales de la enfermedad ya no se suele encontrar el cáncer
de mama parecido a células normales [196].

Dentro de los subtipos moleculares de la enfermedad, los luminales son los que más
incidencia presentan en la población, representando el 60-70% de todos los tumores de
cáncer de mama diagnosticados. Las características principales de estos subtipos son la
alta expresión del receptor de estrógenos, receptor de progesterona y otros genes asociados
con la activación del receptor de estrógenos, presentando a menudo la falta de expresión
del oncogén ERBB2 (HER2). Dentro de los subtipos luminales podemos encontrar dos
subgrupos: A y B, siendo el primero el que más incidencia presenta (40%) mientras
que el segundo se corresponde a un 20% del total de los tumores de tipo luminal. Entre
las características que diferencian a estos dos subtipos, destacan principalmente la alta
expresión de genes asociados con la proteína Ki-67 y antígenos de proliferación celular en
el subtipo luminal B, presentando de esta forma una peor prognosis que el subtipo luminal
A. Por otro lado, el subtipo HER2 de la enfermedad se caracteriza por una sobreexpresión
de los genes relacionados con ERBB2, un oncogén implicado en cascadas de señalización
para mediar la proliferación celular, diferenciación y supervivencia. En torno al 20%
de los cánceres de mama diagnosticados presentan una sobreexpresión de este gen, lo
que resulta en un fenotipo agresivo de la enfermedad que presenta una peor prognosis
que los subtipos luminales. Afortunadamente, los pacientes con este subtipo pueden ser
tratados con antraciclina y quimioterapias basadas en el neoadyuvante taxano. Entre los
genes comúnmente afectados en este subtipo, podemos encontrar a GRB7 y PGAP3, así
como marcadores asociados con procesos de angiogénesis. Por último pero no menos
importante, el subtipo basal se caracteriza por la sobreexpresión de varios marcadores
como las keratinas 5 y 6, además de genes relacionados con una alta tasa proliferativa.

http://www.uco.es/kdis/cs/
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Subtipo ER PR HER2 Ki-67 Prognosis
Luminal A + + - (pudiendo ser +) - (menor del 14%) Favorable
Luminal B + + (menor que luminal A) - (pudiendo ser +) + (mayor del 14%) No favorable
HER2 - - + Cualquiera (no es indicativo) No favorable
Basal - - - Cualquiera (no es indicativo) No favorable

Tabla 15. Resumen de las principales características diferenciadoras de los subtipos de
cáncer. ER y PR se refieren a la detección de receptores de estrógenos y progesterona,
respectivamente.

Este subtipo de cáncer de mama comprende en torno al 15% de los cánceres de mama,
estando asociado a los cánceres de mayor grado e invasividad. Este subtipo es el que más
predomina en los denominados cánceres de mama triple negativos (TNBC), representando
en torno al 70-80% de todos los TNBC. El cáncer de mama TNBC se caracteriza por formar
un grupo heterogéneo de tumores que carece de la expresión de receptores de estrógenos,
progresterona y HER2. Este subtipo es conocido por presentar la peor prognosis entre
todos los subtipos de cáncer de mama, ya que no responde a las terapias comúnmente
utilizadas para los otros subtipos [195, 196]. A modo de resumen, en la Tabla 15 se
condensa la información descrita con anterioridad para los 4 principales subtipos de la
enfermedad.

La base de datos utilizada para este caso de estudio consta de 20,531 genes cuya expresión
fue medida a lo largo de 1,106 muestras. De este total, 181 muestras corresponden
al subtipo de cáncer de mama basal, 78 al her2, 532 al luminal A y 203 al luminal
B. La cantidad restante de muestras pertenecen a muestras de tejido adyacente sano
de algunos de los pacientes que se incluyen en este dataset. Como se ha mencionado
anteriormente, mientras que los datos referentes a los conteos fueron obtenidos de la base
de datos del TCGA en formato RSEM, la información referente a la clasificación molecular
de cada una de las distintas muestras se obtuvo de una reciente publicación basada en
datos de RNA-Seq [158]. A través de un análisis exploratorio mediante un gráfico de
escalado multidimensional (una representación visual donde las distancias entre pares de
puntos/muestras se correlacionan de la mejor manera posible con la disimilaridad entre
los mismos) podemos apreciar que, a simple vista, no parece haber un fuerte componente
batch dominando sobre la propia condición biológica de las muestras (ver Figura 14).

Como se puede observar en el análisis, las muestras correspondientes a cada uno de los
grupos (tanto los subtipos moleculares como las muestras sanas) se separan claramente a
lo largo del espacio multidimensional, siendo el único caso llamativo el de las muestras de
los subtipos luminales. Sin embargo, este resultado es esperado, dada la alta similaridad
de estos dos subtipos. Nótese que la metodología de minería de patrones elegida presenta
además la particularidad de ser robusta frente a posibles variaciones sobre las muestras. Por
ejemplo, la información aportada por las pocas muestras del subtipo basal que se mezclan
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Figura 14. Análisis de escalado multidimensional realizado sobre las muestras de cáncer
de mama.

con el subtipo HER2 de la enfermedad probablemente no sea tomada como interesante,
debido a que se buscan patrones específicos para cada subtipo que sean además altamente
discriminativos.

Siguiendo la metodología propuesta en la sección 5.1, en un primer paso el número de
genes considerado fue reducido a sólo 11,542 genes diferencialmente expresados entre
las condiciones de cáncer vs tejido adyacente sano. En paralelo, el número de genes
diferencialmente expresados entre los distintos subtipos de la enfermedad fue de 8,633, lo
cual produjo que la intersección entre ambos conjuntos de genes redujera la base de datos
a tan sólo 7,671 genes diferencialmente expresados y altamente relacionados con el cáncer.
Entonces, a través del segundo procedimiento considerado en nuestra metodología los
valores de expresión de los genes resultantes fueron discretizados a través de un algoritmo
de igual frecuencia en 5 etiquetas. Posteriormente, sobre este conjunto discretizado, se
aplicó el tercer procedimiento basado en la extracción de patrones frecuentes y se calculó
la métrica de conjuntos de contraste entre las condiciones. Los valores de soporte mínimo
utilizados fueron de un 80% para el subtipo basal de la enfermedad mientras que para el
resto de los subtipos se consideraron puntos de corte en torno a un ∼ 70%, obteniendo
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de este modo un total de 84,734, 5,860, 27,732 y 78,966 patrones para los subtipos basal,
HER2, luminal A y luminal B, respectivamente. Tal cantidad de patrones no es fácilmente
comprensible y aprovechable por el ser humano, por lo que estos conjuntos de soluciones
fueron finalmente reducidos mediante la aplicación del algoritmo de filtrado de soluciones
redundantes. De este modo, el número final de patrones considerados es de 12, 4, 15 y 4
patrones altamente representativos para cada clase considerada (basal, HER2, luminal A y
luminal B). El umbral δ considerado en este caso fue de un 1% mientras que el valor para
el umbral γ fue de 4, es decir, un patrón es interesante si tiene una longitud de al menos 4
genes tanto para los subtipos basal como luminal B mientras que para los subtipos HER2 y
luminal A este umbral fue fijado en 3. La métrica β correspondiente al umbral de corte
utilizado para obtener soluciones altamente relacionadas con el subtipo bajo estudio fue
fijada a 0.2 para las condiciones basal y HER2 mientras que para los subtipos luminales,
debido a la heterogeneidad presente entre ellos, el umbral tuvo que ser incrementado
hasta 0.5. Incluso de este modo, podemos observar que algunos de los patrones obtenidos,
especialmente en los subtipos luminales, son altamente heterogéneos, es decir, los patrones
descritos están estrechamente relacionados con ambos subtipos luminales. En este caso
podemos decir que es un resultado esperado debido a que las clases correspondientes a los
subtipos luminales presentan un alto nivel de similaridad, a diferencia del resto de subtipos
de cáncer de mama considerados. Finalmente, los conjuntos de soluciones resultantes y la
cobertura de cada uno de ellos entre los distintos subtipos de cáncer pueden ser consultados
en las Tablas 16, 17, 18 y 19 para los subtipos basal, HER2, luminal A y luminal B de la
enfermedad, de manera respectiva.

Para empezar con la discusión de las soluciones referentes al análisis de los diferentes
subtipos de cáncer de mama, hemos seleccionado las pertenecientes al dataset del subtipo
basal, las cuales se representan en la Tabla 16. Tras el análisis de enriquecimiento funcional
y la pertinente búsqueda bibliográfica cabe destacar el patrón con ID 1, compuesto de
genes relacionados con la proliferación celular. En este sentido, podemos observar una
desregulación en los niveles de expresión de FOXA1, un gen ampliamente reconocido cuyo
bajo nivel de expresión está asociado con los subtipos más invasivos y con mayor capacidad
de migración dentro del cáncer de mama [197]. Es interesante destacar que la expresión
de este gen ha sido asociada con las de BASE, MLPH y TBC1D9, siendo necesarias para
la activación de este mismo [198]. Por otro lado, además de FOXA1, podemos encontrar
otros genes en el patrón cuyos niveles de expresión génica son específicos de este subtipo
de la enfermedad: MLPH y TBC1D9, cuya implicación en las rutas funcionales del subtipo
de cáncer de mama basal permanece siendo objeto de estudio debido a la poca información
disponible en la actualidad [199]. No obstante, ciertos estudios apuntan a que la baja
expresión de TBC1D9 podría servir para atenuar levemente las señales de proliferación
celular mientras que incrementan enormemente la capacidad de invasión de las células de
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cáncer de mama. Siguiendo con los genes restantes del patrón, LOC135837 se corresponde
a un ARN supresor de tumores, también conocido como DRAIC. Entre sus funciones
podemos encontrar las de inhibición de procesos de invasión y migración celular [200].
Finalmente, aunque el papel de GPR139 no se comprende del todo en cáncer, si que se
tiene constancia de la alteración en sus niveles de expresión génica en varios tipos de
tumores [201].

Coverage
ID Patrón Valor Basal HER2 LumA LumB (% de soluciones)
1 BASE = EL, LOC145837 = EL, FOXA1 = EL, MLPH = EL, 0.9 0.9 0 0 0 86.19

GPR139 = EL, TBC1D9 = EL
2 GHRH = EL, LOC145837 = EL, C14orf53 = EL, TBC1D9 = EL, 0.9 0.9 0 0 0 90.61

MLPH = EL, FOXA1 = EL
3 BASE = EL, GHRH = EL, LOC145837 = EL, C14orf53 = EL, 0.9 0.9 0 0 0 92.82

MLPH = EL, FOXA1 = EL
4 LOC145837 = EL, C14orf53 = EL, POTED = EL, TBC1D9 = EL, 0.9 0.9 0 0 0 95.03

MLPH = EL, GPR139 = EL
5 GHRH = EL, LOC145837 = EL, POTED = EL, TBC1D9 = EL, 0.9 0.9 0 0 0 95.58

MLPH = EL, GPR139 = EL
6 LOC145837 = EL, C14orf53 = EL, POTED = EL, TBC1D9 = EL, 0.9 0.9 0 0 0 96.69

NLRP8 = EL, FOXA1 = EL
7 LOC145837 = EL, C14orf53 = EL, POTED = EL, TBC1D9 = EL, 0.9 0.9 0 0 0 97.24

NLRP8 = EL, GPR139 = EL
8 NLRP13 = EL, LOC145837 = EL, C14orf53 = EL, POTED = EL, 0.9 0.9 0.1 0 0 97.79

NLRP8 = EL
9 POTED = EL, FOXA1 = EL, MLPH = EL, GPR139 = EL, 0.9 0.9 0 0 0 98.34

TBC1D9 = EL
10 MLPH = EL, C14orf53 = EL, POTED = EL, NLRP8 = EL, 0.9 0.9 0 0 0 98.9

GPR139 = EL
11 BASE = EL, C14orf53 = EL, POTED = EL, TBC1D9 = EL, 0.9 0.9 0.2 0 0 99.45

GPR139 = EL
12 C14orf53 = EL, AGR2 = EL, NLRP8 = EL, POTED = EL 0.9 0.9 0 0 0 100

Tabla 16. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de mama basal.

Por otro lado, si inspeccionamos con atención el último de los patrones correspondientes
a las soluciones del subtipo basal de la enfermedad (ver Tabla 16, patrón con ID 12),
podemos encontrar algunos genes bastante interesantes como es el caso de C14orf53. Este
gen, también conocido como CCDC196, pertenece al grupo de proteínas con dominio en
espiral (coiled-coil domain), habiendo sido reconocido como un posible supresor tumoral
en cáncer de hígado [202]. Adicionalmente podemos encontrar genes como POTED,
un antígeno de cáncer testicular. Los antígenos testiculares se encuentran comúnmente
implicados en varios subtipos de cáncer de mama, incluyendo el cáncer de mama triple
negativo (TNBC), en cuya amplia mayoría de casos, se trata de cánceres de mama de
subtipo basal [203]. Por último también podemos encontrar a NLRP8, un gen relacionado
con el sistema inmunitario, concretamente con el complejo del inflamasoma [204] del cual
se desconoce una función clara en cáncer de mama al contrario que en el caso de AGR2.
Este último gen fue detectado por primera vez en células de cáncer de mama positivas
para la expresión de receptores de estrógenos, siendo responsable de la producción de
una proteína cuya actividad inhibe a la del supresor tumoral p53 [205]. La pérdida de
función de p53 implica a su vez la promoción de señales de supervivencia y proliferación
celulares teniendo como desencadenante la formación y mantenimiento del cáncer. En
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Coverage
ID Patrón Valor Basal HER2 LumA LumB (% de soluciones)
1 C14orf53 = EL, DMRTC1 = EL, GPR139 = EL, G6PD = EH 0.8 0.2 0.8 0 0.1 79.49
2 DMRTC1 = EL, CSN3 = EL, DBNDD2 = EL, S100G = EL, 0.7 0.2 0.7 0 0 91.03

C14orf53 = EL, GPR139 = EL
3 DMRTC1 = EL, PGAP3 = EH, ERBB2 = EH, C17orf37 = EH, 0.7 0 0.7 0 0.1 98.72

GRB7 = EH, STARD3 = EH
4 DMRTC1 = EL, NLRP13 = EL, C14orf53 = EL, LOC93432 = EL, 0.7 0.2 0.7 0.1 0.1 100.00

GPR139 = EL, CST9L = EL

Tabla 17. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de mama HER2.

varios tipos de cáncer de mama en los que podemos encontrar niveles de expresión de
receptores estrogénicos, su expresión se asocia además con una peor prognosis.

El posterior análisis de supervivencia para este subtipo de cáncer no mostró que ninguno
de los patrones del conjunto de soluciones estuviese relacionado con la supervivencia de
los pacientes (análisis de curvas de Kaplan-Meier).

Con respecto al estudio del subtipo de cáncer de mama HER2, podemos observar cómo
con sólo 4 soluciones somos capaces de cubrir el 100% de instancias referentes a los
pacientes que padecen esta enfermedad (ver Tabla 17). Prestando especial atención a las
soluciones obtenidas, cabe destacar el patrón con ID 3. Este patrón se compone del propio
gen que da nombre a este subtipo: ERBB2. ERBB2, también conocido como HER2,
codifica una proteína miembro de la familia de los receptores de factores de crecimiento
epidérmicos tirosín-kinasa. El alto nivel de expresión de este gen es una característica
observada en multitud de cánceres como el de mama y ovario. Concretamente, altos
niveles de expresión de HER2 se relacionan con perfiles agresivos y con altas capacidades
metastásicas, los cuales son tratados comúnmente con terapias anti-HER2 basadas en el
uso del trastuzumab [206]. Además de la expresión de HER2, clave para la determinación
de este subtipo de la enfermedad, encontramos también genes como PGAP3, STARD3,
C17orf37 y GRB7, que, en consonancia con la bibliografía consultada, suelen encontrarse
corregulados con HER2 en multitud de tipos de cáncer como el gástrico [207]. El alto
nivel de expresión de los genes que forman parte del patrón es asociado a menudo con una
proliferación celular aumentada, acompañada de grandes ratios de invasividad en cáncer
de mama. Nótese también la presencia de DMRTC1 en este patrón, gen que permanece
como el menos estudiado entre todo el conjunto que forma esta solución. De acuerdo a
la información aportada por este patrón, podríamos sugerir que DMRTC1 podría tener
funciones relacionadas con la cosecución fenotipos invasivos en las células de cáncer de
mama e incluso ser un activador de la proliferación celular.

Desafortunadamente para este subtipo de cáncer de mama, el análisis de supervivencia no
detectó ningún patrón relacionado con la prognosis de la enfermedad.
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Coverage
ID Patrón Valor Basal HER2 LumA LumB (% de soluciones)
1 PDX1 = EL, UGT1A7 = EL, SPRR2D = EL, STRA8 = EL, 0.7 0 0.2 0.7 0.5 65.79

TLX3 = EL, LIN28B = EL
2 PRDM13 = EL, PDX1 = EL, UGT1A7 = EL, STRA8 = EL, 0.7 0 0.2 0.7 0.4 71.24

TLX3 = EL, LIN28B = EL
3 PRDM13 = EL, PDX1 = EL, UGT1A7 = EL, CXorf61 = EL, 0.7 0 0.3 0.7 0.5 75

TLX3 = EL, LIN28B = EL
4 PRDM13 = EL, PDX1 = EL, C10orf99 = EL, STRA8 = EL, 0.7 0 0.3 0.7 0.4 78.76

TLX3 = EL, UGT1A7 = EL
5 PRDM13 = EL, PDX1 = EL, C10orf99 = EL, SPRR2A = EL, 0.7 0 0.2 0.7 0.5 82.33

STRA8 = EL, TLX3 = EL
6 PRDM13 = EL, C10orf99 = EL, SPRR2A = EL, SPRR2E = EL, 0.7 0 0.2 0.7 0.5 85.15

STRA8 = EL, TLX3 = EL
7 PRDM13 = EL, PDX1 = EL, C10orf99 = EL, SPRR2A = EL, 0.7 0 0.3 0.7 0.5 86.28

SPRR2E = EL, TLX3 = EL
8 PRDM13 = EL, C10orf99 = EL, TLX3 = EL, STRA8 = EL, 0.7 0 0.3 0.7 0.5 87.59

ADH7 = EL
9 PRDM13 = EL, PDX1 = EL, STRA8 = EL, CSAG2 = EL, 0.7 0 0.3 0.7 0.5 88.72

TLX3 = EL
10 PDX1 = EL, MAGEA2 = EL, CXorf61 = EL, TLX3 = EL, 0.7 0 0.3 0.7 0.5 89.66

LIN28B = EL
11 PRSS41 = EL, TLX3 = EL, CSAG2 = EL, PDX1 = EL, 0.7 0 0.2 0.7 0.5 91.35

CXorf61 = EL
12 PRDM13 = EL, C10orf99 = EL, SPRR2A = EL, STRA8 = EL, 0.7 0 0.2 0.7 0.5 93.61

UGT1A7 = EL
13 TLX3 = EL, STRA8 = EL, CXorf61 = EL, GLYATL3 = EL, 0.7 0 0.2 0.7 0.5 94.92

LIN28B = EL
14 CXorf61 = EL, PDX1 = EL, GLYATL3 = EL, LIN28B = EL 0.7 0 0.3 0.7 0.5 96.62
15 STRA8 = EL, PDX1 = EL, LOC648691 = EL 0.7 0 0.4 0.7 0.5 97.93

Tabla 18. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de mama luminal A.

Los subtipos de cáncer de mama luminal comparten muchas similitudes. Este hecho
se refleja también en los resultados obtenidos, tal y como podemos ver en la Tabla 18
para el subtipo luminal A y en la Tabla 19 para el subtipo luminal B. Entre el conjunto
de soluciones obtenidas para el subtipo con mejor prognosis clínica según la literatura
(luminal A), cabe destacar el patrón con ID 3, el cual presenta un especial interés. Entre los
genes que forman este patrón podemos encontrar varios factores de trascripción, como es
el caso de TLX3 y PDX1, los cuales también han sido descritos como supresores tumorales
según la bibliografía consultada en cáncer de tipo hepatocelular y gástrico [208, 209]. De
esta forma, es reseñable notificar que los niveles de expresión de PDX1 se correlacionan
de manera negativa con los de la proteína Ki-67, comúnmente usada como un marcador
tumoral clínico para los subtipos luminales de cáncer de mama. La implicación del resto de
genes que forman parte del patrón en diferentes tipos de tumores también ha sido descrita
en la bibliografía, participando en cáncer de pulmón, de páncreas e incluso colon. Entre
ellos, altos niveles de expresión de UGT1A7 y LIN28B se correlacionan con la progresión
de diferentes tipos de tumores [210], habiendo sido LIN28B relacionado con el cáncer
de mama de tipo triple negativo [211]. Por otro lado y aunque su función es desconocida
a día de hoy, CXorf61, un gen principalmente expresado en los testículos, también es
usado como marcador en cáncer de mama triple negativo debido a que suele presentar un
alto nivel de expresión en el mismo. Por lo tanto, aunque a priori los genes presentados
en este patrón podrían no parecer relacionados con el subtipo de cáncer de mama bajo
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estudio, pueden ser usados como marcadores entre los diferentes subtipos luminales de
la enfermedad mientras que su papel en los diferentes tipos de cáncer como el de mama
continua siendo estudiado. Finalmente, merece la pena resaltar el patrón con ID 6 de la
Tabla 18 el cual se compone, además de algunos de los genes relacionados con soluciones
previas, de dos genes de la familia de las pequeñas proteínas ricas en prolina (SPRRs). Los
genes de esta familia génica son componentes de la envoltura celular cornificada que actúa
como una barrera contra factores extracelulares, formando además el complejo humano
de diferenciación epidérmica. Algunos de los miembros de esta familia juegan diferentes
papeles en varios tipos de cáncer [212], sin embargo, el rol de SPRR2A y SPRR2E en el
cáncer de mama permanece poco estudiado, por lo que podría ser interesante conocer más,
desde un punto de vista biológico y experimental acerca de las relaciones entre estos genes
con respecto a la enfermedad.

El análisis de supervivencia llevado a cabo en las soluciones de este subtipo de cáncer
mostró que los pacientes que presentan el patrón con ID 15 muestran una mejor prognosis
que el resto de los pacientes para la enfermedad general (P = 0.0021, ver Figura 15).
Nótese como para este análisis encontramos diferencias significativas entre los dos grupos
de pacientes considerados. Sin embargo, a medida que el tiempo transcurre y el tamaño
muestral disminuye podemos observar un cierto solapamiento en los intervalos de confi-
anza, los cuales reflejan cierto grado de incertidumbre en la estimación de las diferencias
en la supervivencia entre ambos grupos.

Coverage
ID Patrón Valor Basal HER2 LumA LumB (% de soluciones)
1 TRIM43 = EL, CSN3 = EL, FTMT = EL, CAPZA3 = EL, 0.7 0 0.2 0.3 0.7 65.02

FETUB = EL
2 DMRTC1 = EL, FTMT = EL, SCGB1A1 = EL, FETUB = EL, 0.6 0.1 0.3 0.3 0.7 82.27

SMR3B = EL
3 MMP20 = EL, FETUB = EL, FTMT = EL, MUC7 = EL 0.6 0 0.2 0.3 0.7 86.70
4 CSN3 = EL, FETUB = EL, SPRR2E = EL, CAPZA3 = EL 0.6 0 0.2 0.3 0.7 87.68

Tabla 19. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de mama luminal B.

Por último el análisis de las soluciones correspondientes al subtipo luminal B de la
enfermedad se detalla a continuación. Destacando el segundo patrón de este conjunto
de soluciones (patrón con ID 2 de la Tabla 19), podemos observar que los genes que lo
forman no han sido estudiados de manera exhaustiva en cáncer de mama. Entre ellos,
encontramos SCGB1A1, un gen que codifica para una proteína relacionada con procesos
anti-inflamatorios, además de la inhibición de la fosfolipasa 2. Entre sus rutas funcionales
relacionadas, podemos encontrar una de las del factor de transcripción FOXA1 1 [213],
anteriormente comentado para el análisis del subtipo basal de la enfermedad. Esta ruta
parece tener una función de supresión de tumores gracias a la metilación de SCGB3A1,

1https://www.genecards.org/cgi-bin/carddisp.pl?gene=SCGB1A1
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Figura 15. Análisis de supervivencia del patrón con ID 15 de la Tabla 18 (cáncer de mama
luminal A). En la figura se comparan las supervivencias de los pacientes con este patrón y
el resto de casos en las cohortes de cáncer de mama estudiadas. La línea azul representa
la probabilidad de supervivencia del grupo de pacientes que tiene el patrón mientras que
la línea roja hace referencia a la probabilidad de supervivencia del resto de pacientes que
no tienen este patrón. La probabilidad de supervivencia se presenta como una función del
tiempo (en días). En la parte de abajo de la figura se muestra un pequeño resumen de los
pacientes en diferentes instantes temporales.

causando la pérdida de un fenotipo agresivo en cáncer de mama [214]. Por otro lado,
SMR3B es un gen con un gran valor pronóstico en la identificación del cáncer de mama
triple negativo [215]. Sin embargo, actualmente no hay estudios que relacionen este gen a
otros tipos de tumores. Finalmente, FTMT y FETUB se tratan de genes codificantes para
proteínas que han sido relacionados con distintos tipos de cáncer a lo largo de los años.
FTMT codifica para la ferritina mitocondrial, implicada en una gran cantidad de tumores
a través de su desregulación, incluyendo de este modo gliomas y osteosarcomas [216].
FETUB por otro lado pertenece a la familia de la fetuína, parte de la superfamilia de los
inhibidores de proteasas de cisteínas. La proteína codificada por este gen se encuentra
implicada en un gran número de funciones, desde la osteogénesis (proceso de formación
del tejido óseo) a la respuesta inflamatoria sistemática. Su alto nivel de expresión inhibe la
actividad proliferativa, migración e invasión en cáncer de próstata por lo que podría inhibir
el cáncer de mama bajo la influencia de receptores estrogénicos [217].
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Para este subtipo, el análisis de supervivencia no reveló ningún patrón relacionado con la
prognosis de los pacientes con cáncer de mama.

Como podemos ver, esta metodología basada en minería de patrones de contraste es capaz
también de proveer al usuario con información de gran interés a partir de datos crudos
de cáncer, procesándolos y transformándolos en conocimiento útil sobre el subtipo de
cáncer estudiado, pudiendo encontrar asociaciones conocidas en la literatura que sirven
para validar este método además de conocimiento nuevo y poco estudiado.

5.2.2 Análisis de los subtipos de cáncer de riñón

El cáncer de riñón, conocido comúnmente como carcinoma de células renales, es uno los
tipos más comunes de cáncer. En general, existen tres grandes subtipos histológicos que
representan cerca del 90% de todos los tipos de cáncer de riñón [218]: de células claras
(KIRC), papilar (KIRP) y cromófobo (KICH). El primer subtipo, referente a las células
claras, corresponde en torno a un 70% del total de todos los cánceres renales diagnosticados.
Este subtipo de la enfermedad se caracteriza por presentar una gran vascularización así
como heridas a nivel macroscópico como hemorragias y necrosis, mientras que a nivel
microscópico podemos encontrar acumulaciones de glucógeno y lípidos [219]. Entre
los principales hallmarks de este subtipo destaca la aparición de una firma génica pro-
angiogénica debida a la mutación y pérdida de genes supresores de tumores como la
proteína von Hippel Lindau, la cual es un componente crítico del complejo E3 ubiquitín
ligasa cuyo objetivo es marcar diversos factores para su posterior degradación. La pérdida
de función de este gen provoca en última instancia el descontrol de la expresión génica
que favorece la formación del cáncer. El segundo subtipo se trata del carcinoma renal
papilar, correspondiente al 15% de todos los cánceres renales diagnosticados, siendo de
este modo el segundo más común de los subtipos histológicos. Este subtipo se caracteriza
por presentar una arquitectura papilar, diferenciada del subtipo de células claras tanto por
características clínicas como moleculares. Por ejemplo, mientras el subtipo de células
claras presenta una delección en el cromosoma 3 casi universal, este subtipo presenta
mutaciones en el cromosoma 7 de ganancia de copias somáticas. Por último, el subtipo
cromófobo, se corresponde con en torno al 5% de los cánceres de tipo renal. Dentro de
este subtipo podemos encontrarnos pérdidas totales de copias de diferentes cromosomas,
entre los que se incluyen el 1, 2, 6, o 10, entre otros. Este subtipo se asocia con una mayor
agresividad y capacidad de metástasis, incluyendo además mutaciones en TP53, PTEN y
mitocondriales, sin embargo, presenta normalmente un mejor curso clínico que el subtipo
de células claras de la enfermedad.

La identificación de los subtipos histológicos de cáncer renal es de especial interés en
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Figura 16. Análisis de escalado multidimensional realizado sobre las muestras de cáncer
de riñón.

malas condiciones quirúrgicas mientras que la caracterización molecular de la enfermedad
podría ayudar al desarrollo de nuevas terapias personalizadas. Desde un punto de vista
clínico, el subtipo KIRC presenta la peor prognosis de todos mientras que el subtipo KICH
es el que mejor tasa de supervivencia tiene al sólo presentar metástasis un 7% de los casos
diagnosticados [220].

Tras el preprocesamiento previo hecho sobre la base de datos al ajustar las correspondientes
etiquetas, el número total de genes y muestras de la misma se correspondía con 20,531
y 1,018, respectivamente. De este total de muestras, 533 se correspondían con el subtipo
KIRC, 290 al subtipo KIRP, 66 al subtipo KICH y 129 al tejido adyacente sano de algunos
de los pacientes. De nuevo, el análisis de escalado multidimensional efectuado sobre los
datos parece indicar que no existe un claro efecto batch que domine sobre la variabilidad
de las muestras, tal y como se muestra en la Figura 16.

Para este tipo de cáncer podemos observar de nuevo que, en general, existe una clara
separación de las muestras en base a la condición biológica a la cual pertenecen. Podemos
encontrar además que hay varias muestras específicas que parecen desviarse del compor-
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tamiento esperado y no se agrupan junto a las de su mismo subtipo. Sin embargo, como
se ha comentado con anterioridad para el análisis de los subtipos moleculares de cáncer
de mama, estos casos no deberían de repercutir significativamente sobre los resultados,
debido a la propia metodología utilizada y a que, a priori, no parece observarse un efecto
batch muy acusado.

De este modo y tomando los datos de conteos como entrada, el primer procedimiento
de la metodología propuesta (ver Algoritmo 5) se encargó de obtener dos conjuntos de
genes diferencialmente expresados, los cuales correspondían a los genes diferencialmente
expresados entre la condición tumoral y sana y a los genes diferencialmente expresados
entre los distintos subtipos histológicos de la enfermedad. Tras la intersección de ambos
conjuntos de genes (12,510 genes del análisis de expresión diferencial entre sanos y
enfermos y 12,373 genes diferencialmente expresados entre los subtipos de cáncer) el
conjunto final se redujo a 10,785 genes altamente relacionados con los subtipos de cáncer
renal. Posteriormente, este conjunto fue discretizado en 5 intervalos por el segundo
procedimiento de la propuesta para poder extraer los conjuntos de contraste. Para ello,
durante el tercer paso de la metodología (descrito en el Algoritmo 7), se aplicaron filtros
de soporte mínimo a los diferentes subtipos de ∼ 70% y ∼ 80% para KIRC y KIRP,
respectivamente, mientras que para KICH se usó un punto de corte del 100%. Los números
de patrones obtenidos para cada uno de los subtipos fueron de 80,459 para el subtipo
KIRC, 223,652 para el subtipo KIRP y un único patrón para el subtipo KICH. Por último,
con objeto de reducir el conjunto de soluciones de modo que fuera interpretable por el
conocimiento de un experto, se aplicó el método de filtrado considerado en el cuarto
procedimiento (Algoritmo 8) reduciendo el número de soluciones consideradas a 6, 13 y 1
para los subtipos KIRC, KIRP y KICH, respectivamente. El punto de corte fijado para la
métrica δ fue de un 1% mientras que el usado para la métrica γ fue de 3. Con objeto de
reducir aún más el conjunto de soluciones y obtener sólo aquellas que describieran con
mejor poder discriminatorio el conjunto de soluciones perteneciente a la clase de estudio,
el parámetro β se fijó a 0.1. El conjunto final de soluciones puede ser consultado en la
Tabla 20 para el subtipo KIRC, en la Tabla 21 para KIRP y en la Tabla 22 para el subtipo
KICH.

ID Patrón Valor Kirc Kirp Kich Coverage
(% de soluciones)

1 NKAIN3 = EL, KLK15 = EL, NKX2-4 = EL, ADIG = EL 0.7 0.7 0.1 0 65.67
2 DMRTC1 = EL, NKAIN3 = EL, HTR3B = EL, TMPRSS7 = EL, 0.6 0.6 0.1 0 78.80

NKX2-4 = EL
3 NKAIN3 = EL, NKX2-4 = EL, PSKH2 = EL, TH = EL 0.6 0.6 0.1 0.1 84.43
4 NKAIN3 = EL, PSG3 = EL, NKX2-4 = EL, ADIG = EL 0.6 0.7 0.1 0.1 85.93
5 HRK = EL, ADAM2 = EL, NKX2-4 = EL 0.6 0.7 0.1 0 90.62
6 TMPRSS7 = EL, NKX2-4 = EL, ADIG = EL 0.6 0.7 0.1 0 92.12

Tabla 20. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de riñón de células claras.
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Entre las soluciones obtenidas para el análisis del subtipo KIRC, cabe destacar la represen-
tada bajo el ID 1, la cual se compone de varios genes relacionados con la proliferación
celular, como es el caso de NKX2-4 descrito en cáncer de pulmón [221] o KLK15 de-
scrito en cáncer de riñón y próstata [222, 223], donde los niveles de expresión observados
son prácticamente idénticos entre los subtipos KIRC y KIRP. Dentro de este patrón es
interesante notar la asociación de NKAIN3, un gen perteneciente a la familia de NKAIN2,
un conocido candidato a supresor de tumores en diversos linfomas, leucemia y cáncer de
próstata [224]. Este gen podría tener una relación potencial con los genes mencionados
con anterioridad y ADIG, el cual cumple con funciones clave en la diferenciación de los
adipocitos.

Figura 17. Análisis de supervivencia del primer patrón de la Tabla 20 (cáncer de riñón
KIRC). En la figura se comparan las supervivencias de los pacientes con este patrón y el
resto de casos en las cohortes de cáncer de riñón estudiadas. La línea azul representa la
probabilidad de supervivencia que tiene el grupo de pacientes con el patrón mientras que
la línea roja hace referencia a la probabilidad de supervivencia del resto de pacientes que
no tienen este patrón. En la parte de abajo de la figura se muestra un pequeño resumen de
los pacientes en diferentes instantes temporales.

El posterior análisis de supervivencia realizado en el conjunto de soluciones obtenidas
reveló que los grupos de pacientes formados por todos los patrones excepto el último (con
ID 6) presentaban diferencias significativas con respecto a la supervivencia frente a la
enfermedad. En este sentido, los pacientes que tenían estos patrones presentan una peor
tasa de supervivencia que el resto, tal y como puede ser observado en la Figura 17, donde
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ID Patrón Valor Kirc Kirp Kich Coverage
(% de soluciones)

1 C8orf71 = EL, ANKRD30A = EL, ADAM2 = EL, CASP14 = EL, 0.8 0.1 0.8 0 75.86
DAZ2 = EL, TFF2 = EL, ADAMTS20 = EL

2 C8orf71 = EL, ANKRD30A = EL, ADAM2 = EL, DAZ2 = EL, 0.8 0.1 0.8 0 77.93
TFF2 = EL, ADAMTS20 = EL, CCKAR = EL

3 C8orf71 = EL, ANKRD30A = EL, KRTAP5-3 = EL, DAZ2 = EL, 0.8 0.1 0.8 0 78.97
TFF2 = EL, ADAMTS20 = EL, CCKAR = EL

4 C8orf71 = EL, ANKRD30A = EL, ADAM2 = EL, LOC221122 = EL, 0.8 0.1 0.8 0 88.97
DAZ2 = EL, PSKH2 = EL, HTR3B = EL

5 C8orf71 = EL, ANKRD30A = EL, ADAM2 = EL, C15orf50 = EL, 0.8 0.1 0.8 0 90.00
DAZ2 = EL, CCKAR = EL

6 C8orf71 = EL, ADAM2 = EL, LOC221122 = EL, DAZ2 = EL, 0.8 0.1 0.8 0 92.07
PSKH2 = EL, CCKAR = EL

7 C8orf71 = EL, ANKRD30A = EL, CST9 = EL, ADAM2 = EL, 0.8 0.1 0.8 0 92.76
LOC221122 = EL, DAZ2 = EL

8 C8orf71 = EL, ANKRD30A = EL, LOC221122 = EL, DAZ2 = EL, 0.8 0.1 0.8 0 93.45
GJD2 = EL, PSKH2 = EL

9 ANKRD30A = EL, ADAM2 = EL, CASP14 = EL, LOC221122 = EL, 0.8 0.1 0.8 0 96.21
DAZ2 = EL, PSKH2 = EL

10 ADAM2 = EL, RPL13AP17 = EL, LOC221122 = EL, DAZ2 = EL, 0.8 0.1 0.8 0 96.90
PSKH2 = EL

11 C8orf71 = EL, DAZ2 = EL, C10orf71 = EL, PSKH2 = EL, 0.8 0.1 0.8 0 97.59
APOL5 = EL

12 CLVS2 = EL, C8orf71 = EL, ADAM2 = EL, TFF2 = EL, 0.8 0.1 0.8 0 98.28
HTR3B = EL

13 ANKRD30A = EL, LHX8 = EL, ADAM2 = EL, DAZ2 = EL, 0.7 0.1 0.8 0.1 98.97
ADAMTS20 = EL, UNCX = EL

Tabla 21. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de riñón papilar.

se muestra el primer patrón, con ID 1, pudiéndose consultar el resto en la web http:

//www.uco.es/kdis/cs/. Nótese que en este caso, en torno a los 1,000 días de
análisis, se empieza a observar un cierto solapamiento en los intervalos de confianza de las
curvas de Kaplan. Sin embargo, la tendencia en la supervivencia de ambos grupos queda
claramente reflejada.

De manera similar a los resultados obtenidos previamente para el subtipo de cáncer de
riñón de células claras, el conjunto de soluciones del subtipo papilar de la enfermedad
presenta varios genes cuyas funciones permanecen pobremente estudiadas a día de hoy.
En este sentido, consideremos en primer lugar el primer patrón de la Tabla 21, formado
por genes como CASP14, una proteasa perteneciente a la familia de las caspasas, cuya
activación juega un papel fundamental en la apoptosis celular. Este gen ha sido identificado
previamente en varios tipos de cáncer, como el cáncer de colon, mama y ovario, presentando
niveles de expresión muy diferentes entre ellos [225]. En este caso, encontramos que
este gen tiene un nivel bajo de expresión en este subtipo de la enfermedad comparado
al resto de los subtipos histológicos analizados. Otro gen digno de mención dentro de
este patrón es TFF2, el cual puede mediar la apoptosis celular a través de proteínas
caspasas. De manera interesante, este gen ha sido descrito previamente con unos niveles
de expresión más bajos en cánceres gástricos que en condiciones normales, sugiriendo su
papel protector en la mucosa del tracto digestivo [226]. Por otra parte, podemos encontrar

http://www.uco.es/kdis/cs/
http://www.uco.es/kdis/cs/
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también genes como ADAM2 y ADAMTS20, ambos dos metalopeptidasas, familia de
proteínas reconocida por su implicación en procesos de adhesión, fusión y migración
celular así como desprendimiento de proteínas de membrana y proteólisis. Hay una gran
evidencia detrás que sugiere el papel fundamental de muchas de estas proteínas en multitud
de tumores [227], habiéndose encontrado una desregulación tanto de ADAM2 como de
ADAMTS20 en varios tipos de cáncer [228, 229] aunque, hasta el momento, el mecanismo
de actuación de los mismos no parece comprenderse del todo. Otros genes en el patrón
como son el caso de C8orf71 o ANKRD30A han sido identificados en varios tumores
como el cáncer gástrico o de mama [230, 231], sin embargo, sus funciones en el origen y
progresión de la enfermedad no están claras. Finalmente, la función de DAZ2 permanece
desconocida en la actualidad. Varios estudios han comprobado que su expresión se
restringe a las líneas germinales premióticas 2 aunque, sin embargo, podríamos hipotetizar
que podría pertenecer a un marco común de regulación con los genes contenidos en el
patrón, siendo por supuesto necesarios futuros estudios para verificar la veracidad de esta
hipótesis.

De acuerdo a los resultados del análisis de supervivencia, los grupos de pacientes formados
por la división entre aquellos que poseían los patrones 1, 2, 3, 11 y 13 y los que no,
presentaron diferencias significativas en cuanto a su supervivencia en cáncer renal. En este
caso, los pacientes que incluyen la expresión de los genes en las soluciones presentan una
mejor prognosis, tal y como podemos ver la Figura 18, donde se muestra el primer patrón
de la Tabla 21.

Para el último de los subtipos analizados, correspondiente al crómofobo, obtuvimos una
única solución compuesta por 90 genes que es capaz de describir todo el subconjunto de
pacientes que presenta este tipo histológico. Para facilitar el análisis de dichos genes, hemos
dividido el total en dos grupos, de acuerdo al nivel de expresión que estos presentaran.
De este modo, podemos observar como nos encontramos con ciertos genes relacionados
con procesos de transporte o incluso establecimiento de la localización (GO:0051234),
los cuales se encuentran con un nivel más alto de expresión en este subtipo, mientras que,
por otro lado, la inmensa mayoría de genes permanece con un bajo nivel de expresión
(ver Tabla 22). Entre las funciones alteradas en el conjunto de los genes con un bajo
nivel de expresión podemos encontrar algunas relacionadas con la diferenciación celular,
el transporte de iones o procesos metabólicos, entre otras. Aunque a priori los tumores
pobremente diferenciados son generalmente más agresivos, el fenotipo final depende en
gran medida el contexto celular en el que se encuentren. Por otro lado, el transporte de
iones juega un papel fundamental en la homeostasis de un gran número de tumores, por
ejemplo, la anhidrasa carbónica IX (CAIX) es una proteína fundamental para la regulación

2https://www.genecards.org/cgi-bin/carddisp.pl?gene=DAZ2
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Figura 18. Análisis de supervivencia del primer patrón de la Tabla 21 (cáncer de riñón
KIRP). En la figura se comparan las supervivencias de los pacientes con este patrón y el
resto de casos en las cohortes de cáncer de riñón estudiadas. La línea azul representa la
probabilidad de supervivencia del grupo de pacientes que tiene el patrón mientras que la
línea roja hace referencia a la probabilidad de supervivencia del resto de pacientes que no
tienen este patrón. La probabilidad de supervivencia se presenta como una función del
tiempo (en días). En la parte de abajo de la figura se muestra un pequeño resumen de los
pacientes en diferentes instantes temporales.

del pH tumoral y se encuentra comúnmente expresada en varios tipos de cáncer [232].
Finalmente, entre los procesos metabólicos desregulados, podemos encontrar un bajo
nivel de expresión de aquellos relacionados con el metabolismo de los lípidos, lo cual
es indicativo de que podríamos estar ante un tumor con una prognosis favorable. Esta
conjetura se debe a que, como se discutió previamente en el capítulo 2, los tumores más
agresivos y con peor diagnóstico clínico son aquellos caracterizados por una toma y síntesis
de lipidos aumentada lo cual favorece en última instancia al crecimiento del tumor en
formación.

El análisis de supervivencia realizado sobre este patrón reveló que los pacientes que
cuentan con el mismo parecen contar con una mejor prognosis con respecto al resto de
individuos afectados por cáncer renal (sin diferenciar entre los diferentes subtipos, a través
de un análisis de curvas de Kaplan, con un p-valor obtenido de 0.00043 (ver Figura 19).
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ID Patrón Valor Kirc Kirp Kich Coverage
(% de soluciones)

1 EVI5L = EH, MTMR11 = EL, C19orf26 = EH, TMEM176A = EL, 1 0 0 1 100
LOC100131551 = EL, UGT2A3 = EL, TMEM176B = EL, SLC28A1 = EL,
RNASE4 = EL, KBTBD11 = EL, CLRN3 = EL, CCDC103 = EL,
FIGNL2 = EL, GALNT14 = EL, C14orf73 = EL, ALPK2 = EL,
ANG = EL, SLC17A4 = EL, TRIM15 = EL, ACSM2A = EL,
PROS1 = EL, CYP2J2 = EL, ACY3 = EL, CARHSP1 = EL,
IL22RA1 = EL, C1orf186 = EL, ACMSD = EL, ACSM2B = EL,
CDH6 = EL, CDHR5 = EL, NECAB3 = EH, CLDN2 = EL,
SLC22A11 = EL, TRIM10 = EL, PDZK1IP1 = EL, FUT6 = EL,
PDZD3 = EL, GLYAT = EL, AKR1C3 = EL, CLPB = EH,
NAT8 = EL, LRRC48 = EL, TSG1 = EL, DNAJC22 = EL,
SLC17A3 = EL, BBOX1 = EL, NXNL2 = EL, SNX24 = EH,
GBA3 = EL, ANKS4B = EL, METTL7B = EL, ANXA13 = EL,
LGALS2 = EL, DYNLRB2 = EL, CUBN = EL, ENKUR = EL,
SLC39A5 = EL, TM4SF5 = EL, FRMD4B = EL, ACE2 = EL,
DPYS = EL, GLB1L = EL, SLC23A1 = EL, SLC5A10 = EL,
UNC5CL = EL, BAIAP2L2 = EL, SLC7A9 = EL, HNF4A = EL,
MAPK15 = EL, AGXT2 = EL, SLC16A9 = EL, SLC2A2 = EL,
UGT2B7 = EL, ALDH8A1 = EL, PKLR = EL, RDH5 = EL,
VIL1 = EL, NGEF = EL, SLC10A2 = EL, TMEM82 = EL,
FCAMR = EL, IL17RB = EL, ADAM18 = EL, REG3G = EL,
LOC648691 = EL, FLJ32063 = EL, KRT4 = EL, SCGB2A2 = EL,
CST9 = EL, LOC144776 = EL

Tabla 22. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer de riñón cromófobo.

5.2.3 Análisis de los subtipos de cáncer colorrectal

El cáncer colorrectal es una enfermedad muy compleja, la cual representa el tercer tipo
de cáncer más comúnmente diagnosticado a nivel mundial en 2018 mientras que ocupa
el segundo lugar en cuanto a los niveles de mortalidad de este conjunto de enfermedades.
Debido a la gran heterogeneidad que presenta, los pacientes aquejados con la enfermedad
no responden igual a los mismos tratamientos. Por ello, con la idea de desarrollar una
terapia dirigida contra la enfermedad, se han generado varios clasificadores que dividen
a los pacientes, o mejor dicho, a los tumores colorrectales en cuatro grandes grupos
basándose en marcadores moleculares. Dentro de los trabajos desarrollados el que goza de
mayor popularidad es el consenso en la clasificación de los subtipos moleculares elaborada
por Guinney et al. [159] (CMS). En este trabajo, las distintas muestras de cáncer colorrectal
fueron clasificadas en cuatro grandes subtipos moleculares: CMS1, CMS2, CMS3 y CMS4.
El primer subtipo, CMS1, se caracteriza por una expresión incrementada de los genes
relacionadas con la infiltración difusa del sistema inmune en el tumor, una activación de
los mecanismos de evasión inmunitaria y la inestabilidad de microsatélites, confiriéndole
la peor tasa de supervivencia en la recaída de la enfermedad entre los subtipos moleculares
considerados. Por otro lado, el segundo subtipo (CMS2) representa el mayor de los
grupos de esta enfermedad, siendo considerado como el canónico. Está caracterizado por
una diferenciación epitelial así como una expresión elevada muy marcada de los genes
diana de rutas de señalización como WNT y MYC, pathways clásicos implicados en la
carcinogénesis del cáncer colorrectal. CMS3 se corresponde con el tercer subtipo y se
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Figura 19. Análisis de supervivencia del patrón de la Tabla 22 (cáncer de riñón KICH). En
la figura se comparan las supervivencias de los pacientes con este patrón y el resto de casos
en las cohortes de cáncer de riñón estudiadas. La línea azul representa la probabilidad de
supervivencia del grupo de pacientes que tiene el patrón mientras que la línea roja hace
referencia a la probabilidad de supervivencia del resto de pacientes que no tienen este
patrón. La probabilidad de supervivencia se presenta como una función del tiempo (en
días). En la parte de abajo de la figura se muestra un pequeño resumen de los pacientes en
diferentes instantes temporales.

caracteriza por un estado mixto en cuanto a la estabilidad de los microsatélites, mutaciones
en KRAS, un importante oncogén con alto nivel de expresión en múltiples tipos de cáncer y
una evidente desregulación de importantes rutas metabólicas. Por último, el subtipo CMS4
se caracteriza por una expresión muy marcada de las proteínas de la matriz extracelular,
una activación del factor de crecimiento transformante beta (TGF-β) y una infiltración
estromal acompañada de angiognésis, lo cual le hace tener una peor supervivencia sin
recaída y supervivencia en general.

Tras el preprocesamiento de la base de datos y el etiquetado correspondiente de cada una de
las muestras al subtipo molecular al que pertenecen, el dataset de entrada para el análisis
de este caso de estudio comprendía 20,531 genes cuya expresión fue medida a lo largo
de 317 muestras: 37 correspondientes a CMS1, 112 a CMS2, 38 a CMS3, 79 a CMS4 y
51 a tejido adyacente sano de algunas de las muestras. En cuanto al análisis exploratorio
realizado mediante la técnica de escalado multidimensional, podemos observar cómo, en
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la Figura 20 se obtiene una separación general entre las muestras del estudio en base a su
condición biológica, sin embargo, esta no es tan aparente como en los anteriores tipos de
cáncer analizados.

Figura 20. Análisis de escalado multidimensional realizado sobre las muestras de cáncer
colorrectal.

En este caso podemos encontrar una clara separación de las muestras normales con respecto
a las que corresponden los subtipos moleculares de cáncer colorrectal. Además, dentro de
las muestras correspondientes a cáncer es posible observar una cierta separación entre las
muestras pertenecientes a los subtipos moleculares CMS2, CMS3 y CMS4, encontrando
cómo es el subtipo CMS1 el que no presenta una clara separación con respecto al resto.
Este fenómeno podría deberse al componente batch comentado anteriormente, por ello,
investigamos además si las muestras se agrupaban en base al Tissue Source Site (TSS, un
id que se refiere al lugar de origen del estudio que las generó y el tipo de estudio realizado)
o por el orden que ocupaban en la placa de secuenciación. Ambos análisis de escalado
multidimensional pueden ser consultados en las Figuras 21 y 22, respectivamente.

Al no observar un claro efecto batch, es probable que este no domine sobre los resultados
de los análisis realizados a continuación, sin embargo, como en el resto de análisis
correspondientes a los subtipos de cáncer de mama y riñón en este capítulo, los resultados
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Figura 21. Análisis de escalado multidimensional realizado sobre las muestras de cáncer
colorrectal en función al TSS.

deben ser tomados con cautela debido a este fenómeno.

De esta manera, en el primer paso de la metodología propuesta obtuvimos 9,896 genes
diferencialmente expresados entre el análisis de las muestras cancerosas contra el tejido
adyacente sano mientras que sólo 6,315 genes tuvieron una expresión estadísticamente
significativa de manera diferencial entre las comparaciones realizadas con los distintos
subtipos de cáncer. El dataset final tras la intersección de ambos conjuntos de genes estaba
compuesto de 5,747 genes cuya expresión fue discretizada en 5 intervalos por un algoritmo
de igual frecuencia en el segundo paso de la metodología propuesta (ver Algoritmo 6).
Posteriormente, los patrones fueron extraídos para cada subtipo de cáncer usando como
puntos de corte valores de soporte de ∼ 70%, ∼ 50%, ∼ 60% y ∼ 50% para los subtipos
CMS1, CMS2, CMS3 y CMS4, respectivamente, obteniendo un total de 170,747 patrones
para CMS1, 27,961 patrones para CMS2, 59,259 patrones para CMS3 y 30,594 patrones
para CMS4. Estos números fueron reducidos a continuación a través del uso de la técnica
de filtrado propuesta en la metodología, con valores β de 0.2 y δ de 0.01 (1%) para cada
uno de los subtipos. Los patrones con más de 4 genes fueron conservados para los primeros
tres subtipos mientras que para el subtipo CMS4 este punto de corte se redujo a 3 (γ ≥ 3),
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Figura 22. Análisis de escalado multidimensional realizado sobre las muestras de cáncer
colorrectal en base al orden que ocupaban en la placa de secuenciación.

obteniendo un total de 6, 11, 10 y 25 soluciones para cada uno de los subtipos considerados.

Entre los resultados obtenidos para el primero de los subtipos (CMS1), es interesante
resaltar el patrón con ID 4 de la Tabla 23, formado por algunos genes que han sido im-
plicados en procesos relacionados con el sistema inmune, como es el caso de ASPHD2,
TRIM7, PTF1A, NXF2 y SLC6A. En este sentido, la expresión de ASPHD2 es usada
comúnmente para distinguir entre los distintos perfiles moleculares presentes en cáncer
colorectal con una gran inestabilidad en los microsatélites [233]. Además, este gen también
ha sido relacionado con la respuesta del sistema inmunitario contra la tuberculosis [234].
Recientemente se ha notificado que TRIM7 es capaz de activar la señalización TLR4 a
través de su dominio E3 ligasa, promoviendo en última instacia la producción de cito-
quininas proinflamatorias e interferón de tipo I [235]. Por otro lado, NXF2 es un gen
específico del tejido testicular [236], conocido comúnmente como CT-X, debido a que
se expresa y localiza en el cromosoma X. No es una novedad que genes específicos del
tejido testicular muestren una gran especificidad en su expresión para algunos tipos de
tumores que, en conjunto con su habilidad para elicitar la respuesta humoral e inmune
en pacientes con cáncer, los ha llevado a su reconocimiento como prometedores agentes
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ID Patrón Valor Cms1 Cms2 Cms3 Cms4 Coverage
(% de soluciones)

1 NXF2 = EL, PTF1A = EL, VAV3 = EL, SEMA5A = EL 0.9 0.9 0 0.1 0.1 86.49
2 NXF2 = EL, LOC389493 = EL, VAV3 = EL, SEMA5A = EL 0.9 0.9 0 0.1 0 89.19
3 NXF2 = EL, PTF1A = EL, VAV3 = EL, DHRS7C = EL 0.9 0.9 0 0.1 0.1 91.89
4 ASPHD2 = EH, TRIM7 = EH, SEMA5A = EL, AADACL2 = EL, 0.8 0.8 0 0.1 0 94.59

CAB39L = EL, PTF1A = EL, NXF2 = EL, SLC6A2 = EL
5 ASPHD2 = EH, TRIM7 = EH, AADACL2 = EL, CAB39L = EL, 0.8 0.8 0 0.1 0 97.30

PTF1A = EL, NXF2 = EL, LOC389493 = EL, SLC6A2 = EL
6 AADACL2 = EL, CAB39L = EL, PTF1A = EL, DHRS7C = EL, 0.8 0.8 0 0.2 0 100

SLC6A2 = EL, LOC400794 = EL

Tabla 23. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer colorrectal CMS1.

terapéuticos. PTF1A por otra parte, codifica una proteína que forma parte del complejo
transcripcional del páncreas, el cual tiene un papel importante en el desarrollo del propio
órgano. Se conoce que variantes en este gen están asociadas con los niveles de interleucina
6 3 mientras que la delección de este gen es capaz de promover respuestas inflamatorias
en pancreatitis [237]. El último de los genes del patrón que presenta indicios de relación
con el sistema inmune se trata de SLC6A2, el cual ha sido encontrado hipermetilado en
cáncer de colon [238] y, a través de diversos análisis, ha sido mapeado a la ruta de NF-kB,
asociada a su vez con la respuesta inmune [239]. Para el resto de los genes descritos en el
patrón no se conoce una asociación con el sistema inmunitario actualmente, pero, debido
a la presencia de los anteriores, este patrón nos da claros indicios de la implicación de
los mismos en funciones relacionadas con el sistema inmune en al menos este subtipo de
cáncer colorrectal.

Ninguno de los patrones pertenecientes a este subtipos fueron relacionados con una
prognosis diferencial entre los pacientes de cáncer colorrectal a través del análisis de
supervivencia con las curvas de Kaplan-Meier.

Para comenzar la discusión de los resultados obtenidos para el segundo subtipo de cáncer
colorrectal, CMS2, es necesario destacar el primer patrón de la Tabla 24, compuesto por 5
genes. Entre los genes que forman el patrón, ANXA10 tiene un papel destacado tanto en la
transducción de señales como en el crecimiento celular, tratándose de un gen supresor de
tumores cuya expresión está asociada con menores ratios de diferenciación de los tumores,
invasión y progresión. Su bajo nivel de expresión se ha observado en numerosos tipos de
cáncer, correlacionándose con mutaciones en p53, un conocido gen supresor de tumores,
además de ratios de invasión aumentados en cáncer colorrectal [240]. Como ANXA10,
CIDEA también parece tener un papel de supresión tumoral debido a que es un activador
de la apoptosis celular, mediando la muerte celular de la célula. Además, CIDEA también
ha sido implicado en procesos de obtención de energía y metabolismo de lípidos, sin
embargo, su función biológica no se comprende del todo en la actualidad [241]. Por otro

3https://www.genecards.org/cgi-bin/carddisp.pl?gene=PTF1A
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ID Patrón Valor Cms1 Cms2 Cms3 Cms4 Coverage
(% de soluciones)

1 ONECUT3 = EL, KRT24 = EL, C13orf36 = EL, ANXA10 = EL, 0.5 0 0.5 0.2 0.2 50.89
CIDEA = EL

2 ONECUT3 = EL, OTOP3 = EL, C13orf36 = EL, ANXA10 = EL, 0.5 0 0.5 0.2 0.2 54.46
CIDEA = EL

3 ONECUT3 = EL, IRX6 = EL, OTOP3 = EL, ANXA10 = EL, 0.5 0 0.5 0.2 0.1 61.61
CIDEA = EL

4 ONECUT3 = EL, OTOP3 = EL, ANXA10 = EL, KHDRBS2 = EL, 0.5 0 0.5 0.2 0.2 62.50
CIDEA = EL

5 SERPINA9 = EL, ANXA10 = EL, CIDEA = EL, OTOP3 = EL 0.5 0 0.5 0.2 0.2 68.75
6 CIDEA = EL, SPHKAP = EL, CCK = EL, KRT24 = EL 0.5 0 0.5 0.2 0.1 78.57
7 ONECUT3 = EL, ACADL = EL, CIDEA = EL, C13orf36 = EL 0.5 0.1 0.5 0.2 0.2 85.71
8 ONECUT3 = EL, ACADL = EL, TNNT3 = EL, CIDEA = EL 0.5 0.1 0.5 0.2 0.2 86.61
9 CIDEA = EL, AADACL2 = EL, CCK = EL, KRT24 = EL 0.5 0.1 0.5 0.1 0.2 89.29
10 ONECUT3 = EL, AADACL2 = EL, C13orf36 = EL, HTR3C = EL, 0.4 0.2 0.5 0.2 0.2 91.96

KRT24 = EL
11 ONECUT3 = EL, ACADL = EL, KRT24 = EL, C13orf36 = EL 0.4 0.1 0.5 0.2 0.2 93.75

Tabla 24. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer colorrectal CMS2.

lado, KRT24 es un gen relacionado con procesos inflamatorios, de adhesión y migración,
además de con la apoptosis celular, siendo capaz de influenciar la respuesta celular a
señales pro-apoptóticas. Este gen ha sido encontrado en diversos estudios con un bajo
nivel de expresión en cáncer colorrectal [242], aunque, por otro lado, otros autores señalan
su importante papel como parte de la predisposición a este tipo de cáncer al encontrarse
con altos niveles de expresión en células de la mucosa normal de personas afectadas por
esta enfermedad [243]. Finalmente, genes presentes en el patrón como ONECUT3 o
C13orf36, también conocido como SERTM1, no han sido evaluados en cáncer de colon
hasta ahora, por lo que la posible asociación de estos genes y el resto de los patrones podría
ser relevante para al menos este subtipo molecular de cáncer colorrectal.

Para este subtipo en específico no fuimos capaces de detectar patrones con diferencias
significativas en los ratios de supervivencia.

Pasando al análisis del tercer subtipo molecular de cáncer colorrectal, cabe profundizar en
el patrón con ID 5 de la Tabla 25, cuyos genes están relacionados con la desregulación
del metabolismo en cáncer de colon. De esta forma, ATP2B3 se corresponde con una
ATPasa transportadora de hierro que participa en la homeostasis del calcio en la célula,
desempeñando un papel clave para el cumplimiento de este proceso. En este sentido,
la pérdida de función de este gen podría llevar a la desregulación del metabolismo del
calcio en las células, el cual puede modular una gran variedad de rutas biológicas que
controlan un amplio rango de procesos relacionados con la formación y progresión del
cáncer [244]. CIDEA, como se ha mencionado con anterioridad, está relacionado con
funciones metabólicas mientras que además podemos encontrar genes codificantes para
transportadores vesiculares de aminoácidos (SLC18A3) y sialiltransferasas como ST8SIA3,
un miembro de esta familia relacionada con la desregulación metabólica en cáncer color-
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ID Patrón Valor Cms1 Cms2 Cms3 Cms4 Coverage
(% de soluciones)

1 NGB = EL, KRT24 = EL, GALNT8 = EH, SLC18A3 = EL, 0.6 0 0 0.6 0 60.53
G6PC = EL, SLC6A2 = EL, CIDEA = EL

2 NGB = EL, GALNT8 = EH, SLC18A3 = EL, AADACL2 = EL, 0.6 0 0 0.6 0 63.16
KRT24 = EL, SLC6A2 = EL, CIDEA = EL

3 NGB = EL, GALNT8 = EH, SLC18A3 = EL, AADACL2 = EL, 0.6 0 0 0.6 0 65.79
ST8SIA3 = EL, KRT24 = EL, CIDEA = EL

4 AADACL2 = EL, NPTXR = EL, OTOP3 = EL, ZNF676 = EL, 0.6 0 0 0.6 0 81.58
MAGEA4 = EL, SLC6A2 = EL

5 ATP2B3 = EL, SLC18A3 = EL, ST8SIA3 = EL, KRT24 = EL, 0.6 0 0 0.6 0 84.21
L1TD1 = EH, CIDEA = EL

6 ATP2B3 = EL, KRT24 = EL, ST8SIA3 = EL, NAALADL1 = EL, 0.6 0 0 0.6 0 86.84
L1TD1 = EH, CIDEA = EL

7 ASB5 = EL, PALM = EL, MYL9 = EL, NPTXR = EL, 0.6 0 0 0.6 0 92.11
CMTM5 = EL, TIMP3 = EL

8 GALNT8 = EH, AADACL2 = EL, ST8SIA3 = EL, MAGEA4 = EL, 0.6 0 0 0.6 0 94.74
SLC6A2 = EL, CIDEA = EL

9 ATP2B3 = EL, SLC18A3 = EL, OTOP3 = EL, NAALADL1 = EL, 0.6 0 0 0.6 0 97.37
L1TD1 = EH, CIDEA = EL

10 KRT24 = EL, PALM = EL, CMTM5 = EL, TIMP3 = EL, 0.6 0 0 0.6 0 100
CIDEA = EL, TGM2 = EL

Tabla 25. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer colorrectal CMS3.

rectal [245]. Por otro lado, L1TD1 no tiene una función conocida actualmente, pero su
expresión está relacionada con una mayor supervivencia tras superar la enfermedad [246]
por lo que sería interesante llevar a cabo estudios futuros que probasen in vivo la asociación
de estos genes. Desafortunadamente, para este subtipo de cáncer colorrectal el análisis de
supervivencia no fue capaz de encontrar ningún patrón que estuviera relacionado con una
prognosis diferente para el cáncer colorrectal.

Para el último de los subtipos moleculares del cáncer colorrectal, podemos observar un
amplio número de soluciones relacionadas con funciones estructurales llevadas a cabo en
las células. Por ejemplo, el primer patrón de la Tabla 26 (patrón con ID 1), está formado
por genes que llevan a cabo funciones de adhesión celular como CDH11, VCAN, THBS2
y COL8A1, mientras que otros se encuentran relacionados con componentes estructurales
de unión a las microfibrillas de calcio como FBN1 e incluso con la reorganización del
citoesqueleto de actina (PDGFRB). Es interesante destacar la estrecha asociación entre
algunos de estos genes, concretamente THBS2, VCN y FBN1 la cual ha sido descrita
previamente [247]. La desregulación de los genes encargados de mediar funciones es-
tructurales en células cancerosas es ampliamente conocida como uno de los hallmarks

del cáncer, facilitando procesos de migración y angiogénesis celular. Por otro lado, otro
de los genes en este patrón, OLFML2B, no parece tener una función descrita en cáncer,
pudiendo tratarse de un oncogén aunque actualmente se conoce muy poco sobre su función
biológica [248]. Además de este patrón, el tercero de los obtenidos en la Tabla 26 se
compone de varios genes de colágeno, los cuales son importantes reguladores de eventos
relacionados con cáncer en diferentes estadíos de la tumorigénesis. En este sentido, se ha
descrito su relación con procesos de proliferación celular, metástasis e incluso angiogénesis
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ID Patrón Valor Cms1 Cms2 Cms3 Cms4 Coverage
(% de soluciones)

1 OLFML2B = EH, CDH11 = EH, VCAN = EH, FBN1 = EH, 0.6 0 0 0 0.6 55.7
FNDC1 = EH, THBS2 = EH, COL8A1 = EH, PDGFRB = EH

2 OLFML2B = EH, CDH11 = EH, FBN1 = EH, VCAN = EH, 0.6 0 0 0 0.6 56.96
ODZ4 = EH, THBS2 = EH, COL8A1 = EH, PDGFRB = EH

3 COL5A1 = EH, VCAN = EH, COL1A1 = EH, COL5A2 = EH, 0.6 0 0 0 0.6 64.56
THBS2 = EH, COL1A2 = EH, PDGFRB = EH, SPARC = EH

4 RCN3 = EH, CERCAM = EH, SCARF2 = EH, COL5A1 = EH, 0.6 0.1 0 0 0.6 69.62
COL1A2 = EH, COL1A1 = EH, COL5A2 = EH

5 OLFML2B = EH, FNDC1 = EH, FBN1 = EH, ODZ4 = EH, 0.6 0 0 0 0.6 70.89
PDGFRB = EH, VCAN = EH, COL8A1 = EH

6 DHRS7C = EL, OLFML2B = EH, FNDC1 = EH, THBS2 = EH, 0.6 0 0 0 0.6 72.15
CDH11 = EH, FBN1 = EH

7 FBN1 = EH, COL1A1 = EH, COL5A1 = EH, COL1A2 = EH, 0.6 0 0 0 0.6 73.42
VCAN = EH, SPARC = EH

8 THY1 = EH, NID2 = EH, VCAN = EH, COL1A2 = EH, 0.6 0 0 0 0.6 74.68
FBN1 = EH, SPARC = EH

9 OLFML2B = EH, THBS2 = EH, CDH11 = EH, VCAN = EH, 0.6 0 0 0 0.6 75.95
ANTXR1 = EH, SULF1 = EH

10 LUM = EH, SCARF2 = EH, COL3A1 = EH, COL1A2 = EH, 0.6 0 0 0 0.6 77.22
PDGFRB = EH, SPARC = EH

11 ATP10A = EH, COL5A1 = EH, COL3A1 = EH, MRC2 = EH, 0.6 0.1 0 0 0.6 78.48
COL5A2 = EH

12 FNDC1 = EH, THBS2 = EH, CDH11 = EH, DHRS7C = EL, 0.6 0 0 0 0.6 79.75
COL8A1 = EH

13 NOX4 = EH, THBS2 = EH, BGN = EH, FAP = EH, 0.6 0 0 0 0.6 82.28
SPARC = EH

14 NOX4 = EH, THBS2 = EH, SPOCK1 = EH, FAP = EH, 0.6 0 0 0 0.6 83.54
ANTXR1 = EH

15 FNDC1 = EH, DHRS7C = EL, CDH11 = EH, VCAN = EH, 0.6 0 0 0 0.6 84.81
COL8A1 = EH

16 FSTL1 = EH, AEBP1 = EH, CDH11 = EH, VCAN = EH, 0.6 0 0 0 0.6 86.08
COL8A1 = EH

17 NOX4 = EH, OLFML2B = EH, BGN = EH, CCDC8 = EH, 0.6 0 0 0 0.6 87.34
PDGFRB = EH

18 MXRA8 = EH, ISLR = EH, MFRP = EH, LUM = EH, 0.6 0 0 0 0.6 88.61
SCARF2 = EH

19 AEBP1 = EH, COL8A1 = EH, ANTXR1 = EH, SULF1 = EH 0.6 0 0 0 0.6 89.87
20 COL3A1 = EH, DHRS7C = EL, COL5A2 = EH 0.6 0.2 0 0 0.6 91.14
21 NOX4 = EH, OTOP3 = EL, DHRS7C = EL 0.6 0.1 0 0 0.6 93.67
22 SGIP1 = EH, AADACL2 = EL, DHRS7C = EL 0.6 0 0.1 0 0.6 94.94
23 GLIS2 = EH, LTBP2 = EH, AEBP1 = EH 0.6 0 0 0 0.6 96.20
24 ENTPD1 = EH, DHRS7C = EL, SULF1 = EH 0.6 0 0 0 0.6 97.47
25 COL8A2 = EH, AADACL2 = EL, DHRS7C = EL 0.6 0 0 0 0.6 98.73

Tabla 26. Conjunto final de soluciones obtenidas utilizando como diana el subtipo de
cáncer colorrectal CMS4.

celular, siendo encontrados con niveles altos de expresión en cáncer colorrectal [249].

Finalmente, el análisis de supervivencia llevado a cabo sobre las soluciones obtenidas no
encontró diferencias significativas entre los pacientes de cáncer colorrectal que presentaban
dichas soluciones y aquellos que no.

5.3 Lecciones aprendidas

Las técnicas de minería de patrones discriminativas como la de extracción de conjuntos
de contraste forman un conjunto de herramientas potentes y robustas que pueden ser
aplicadas a multitud de problemas biológicos, como el estudio del cáncer con el objetivo
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de descubrir nuevo conocimiento útil para el investigador. El conocimiento obtenido no
sólo corrobora algunos de los resultados anteriores a nuestro estudio sino que también
muestra nuevas posibles dianas terapéuticas para el tratamiento de la enfermedad, las
cuales merecen una mayor investigación para esclarecer su rol en cáncer. En este sentido,
nuestra aproximación es capaz de obtener tanto relaciones simples como de alto orden
entre los genes considerados, demostrando ser una metodología adecuada para el estudio
genómico comparativo de varias condiciones (en este caso, subtipos de cáncer). Sin
embargo, los resultados han demostrado también que, en ciertas ocasiones, no es posible
discriminar completamente entre todas las condiciones bajo estudio. Este fenómeno sucede
por ejemplo con los patrones correspondientes a los subtipos de cáncer de mama, los
cuales pueden ser muy similares sin considerar ningún criterio de filtrado previo a los
considerados por el Algoritmo 8. De este modo, en los subtipos de cáncer renal, podemos
constatar un comportamiento similar entre los subtipos de cáncer de riñón de células claras
y papilar. Finalmente, algunos de los patrones en el subtipo CMS2 del cáncer colorrectal
presentan bastante similuted con los del CMS3. En estas situaciones, otra de las posibles
soluciones podría ser la realización de un estudio mediante minería de patrones emergentes
entre las condiciones que presentansen este problema.

Por otro lado, a través del estudio de los subtipos de cáncer de mama hemos podido encon-
trar ciertos patrones realmente interesantes, mereciendo la pena destacar varios de ellos
relacionados con la proliferación celular como {BASE = EL, LOC145837 = EL, FOXA1
= EL, MLPH = EL, GPR139 = EL, TBC1D9 = EL} y una mayor capacidad de invasión
celular {DMRTC1 = EL, PGAP3 = EH, ERBB2 = EH, C17orf37 = EH, GRB7 = EH,
STARD3 = EH} para los subtipos basal y HER2 de la enfermedad, respectivamente. Los
genes y sus respectivos niveles de expresión confieren a estos subtipos de un fenotipo más
agresivo que los que hemos podido observar en los subtipos luminales. La desregulación
en los niveles de expresión génica afecta a genes con un amplio abanico de funciones,
lo que se traduce en una elevada tasa de crecimiento y peor supervivencia media de los
pacientes, corroborando con los hallazgos realizados por estudios previos [250] en los que
se señaló a estos subtipos como los que peor prognosis presentan.

En lo que concierne al análisis de los subtipos histológicos de cáncer renal, hemos podido
encontrar un gran patrón, compuesto de 90 genes capaz de describir el 100% de los
registros para el subtipo KICH. Este patrón se asocia con una mayor tasa de supervivencia
para los pacientes que lo contienen al compararlo contra los pacientes que contienen
combinaciones de expresiones génicas distintas para los genes del patrón. A través del
análisis de enriquecimiento funcional hemos podido comprobar que, entre las funciones
que llevan a cabo los genes que lo forman, se relacionan con una pobre toma de nutrientes
en comparación a los subtipos KIRC y KIRP. En este sentido, se deberían considerar
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estudios con una mayor profundidad que investigasen la relación de alto orden obtenida a
través de este patrón, la cual no ha sido descrita con anterioridad en la literatura. Además
de la favorable prognosis de este subtipo, se puede observar que la uniformidad presentada
con este patrón podría ser beneficiosa para el desarrollo de una terapia personalizada contra
la enfermedad.

Por último, en relación con el cáncer colorrectal y de manera más específica con el subtipo
CMS4, se han descubierto varios grupos de genes asociados a funciones estructurales
con un mayor nivel de expresión en este subtipo como {OLFML2B = EH, CDH11 = EH,
VCAN = EH, FBN1 = EH, FNDC1 = EH, THBS2 = EH, COL8A1 = EH, PDGFRB = EH} y
{RCN3 = EH, CERCAM = EH, SCARF2 = EH, COL5A1 = EH, COL1A2 = EH, COL1A1
= EH, COL5A2 = EH}. La desregulación de estos conjuntos de genes puede facilitar la
invasión y metástasis celular en varios tipos de cáncer. Es interesante señalar la presencia de
varios genes relacionados a la formación del colágeno, los cuales se implican en procesos
de proliferación, metástasis y angiogénesis, encontrados comúnmente desregulados y con
niveles altos de expresión en este subtipo de la enfermedad, correspondiendo a una alta
porción de las muestras. La asociación descrita entre CERCAM, SCARF2 y el resto de los
genes que forman el patrón podría ser usada en investigaciones futuras para esclarecer si
estos genes llevan a cabo un papel importante en el cáncer colorrectal.

En resumen, es importante destacar la adecuación de la metodología propuesta al estudio
de varias condiciones en cáncer, la cual ha sido corroborada extrayendo conocimiento
ya presente en otros estudios además de nueva información en forma de relaciones de
alto orden, la cual puede ser usada para planificar nuevos ensayos en busca de terapias
personalizadas contra la enfermedad. Además, al no requerir de conocimiento previo, esta
metodología permite extraer conocimiento que anteriormente no era posible por parte de
las técnicas de estudio más clásicas basadas en la formulación de hipótesis de partida.

5.4 Conclusiones

En este capítulo se adapta la metodología de trabajo propuesta anteriormente al estudio
de varios subtipos de cáncer de manera simultánea, permitiendo obtener conocimiento
discriminativo de los mismos (o de cualquier otra enfermedad biológica que presente varios
grupos a contrastar), considerando relaciones de alto orden y sin requerir de conocimiento
previo de partida. Para demostrar la adecuación de esta aproximación, hemos probado
la metodología en varios subtipos de cáncer, tanto moleculares como histológicos, con
el objetivo de demostrar que puede producir resultados satisfactorios en ambos casos.
Algunos de los resultados obtenidos a través de esta aproximación pueden ser corroborados
mediante la consulta de estudios previos mientras otros no han sido documentados hasta la
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fecha, abriendo la puerta a futuras investigaciones. Adicionalmente, un gran grupo de genes
fuertemente relacionados para el subtipo cromófobo del cáncer renal ha sido identificado.
El papel de varios de estos genes en dicho subtipo permanece siendo desconocido, además
de su efecto combinatorio al existir la posibilidad de interacción entre ellos. Dicho patrón
también muestra que los individuos que lo tienen presentan una tasa de supervivencia
mucho mejor que los individuos que no, por lo que varios de estos genes deberían ser
considerados en futuros estudios para mejorar la comprensión de este subtipo y poder
desarrollar una terapia que mejore la prognosis de los pacientes con cáncer renal. Por estas
razones, consideramos que el uso de técnicas discriminativas de minería de patrones como
el uso de la minería de patrones de contraste aportan un gran valor en la investigación
contra el cáncer, pudiendo ser útiles tanto en fases tempranas de los análisis exploratorios
como en la determinación de nuevos biomarcadores moleculares.





Capítulo 6

Conclusiones finales y trabajo futuro

6.1 Conclusiones

La biología del cáncer permanece siendo un desafío en la investigación contemporánea.
Las complejas interacciones que se producen a nivel molecular y desencadenan los efectos
que resultan en la aparición de los distintos tumores están lejos de ser comprendidos y
tratados por completo. En este trabajo se ha propuesto una metodología para el estudio del
cáncer a través de técnicas descriptivas basadas en minería de patrones. El flujo de trabajo
empleado permite obtener relaciones de alto orden entre los distintos genes considerados
a distintos niveles de expresión sin requerir de conocimiento o hipótesis de partida ni
presentar los sesgos considerados por otras aproximaciones. La metodología recoge los
pasos de preprocesamiento necesarios para el estudio transcriptómico de la enfermedad,
así como las transformaciones necesarias para poder ser abordado por técnicas de minería
de datos. De este modo, nuestra propuesta presenta una gran flexibilidad, pudiendo ser
adaptada a distintos diseños experimentales e incluso distintas enfermedades o tareas
biológicas no relacionadas con cáncer. En este sentido, se ha propuesto una metodología
para el estudio binario de comparaciones caso vs control en cáncer, basada en minería de
patrones emergentes (Capítulo 4) mientras que en el caso de requerir de comparaciones
enarias se recomienda seguir la metodología presentada en el Capítulo 5 basada en la
minería de conjuntos de contraste. En los casos que se requiera de una mayor precisión en
el estudio enario de la enfermedad, siempre que corresponda (por tratarse de los subtipos
de la enfermedad de afecciones altamente relacionadas), es aconsejable profundizar en su
estudio a través de la propuesta basada en minería de patrones emergentes.

La aproximación propuesta permite la obtención de un conjunto final de soluciones
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representativo del conjunto de pacientes que constituye el estudio. De este modo, los
distintos filtros empleados permiten un análisis personalizado en base a las necesidades
del investigador. Así mismo, con objeto de mejorar la interpretabilidad del conjunto de
soluciones obtenido, se plantean, además de una búsqueda bibliográfica, un análisis de
enriquecimiento funcional y de supervivencia, para poder determinar el efecto de las
soluciones obtenidas sobre la prognosis de los pacientes. De hecho, entre los resultados
obtenidos es posible destacar algunos patrones obtenidos en el estudio del cáncer de riñón,
donde se encuentran algunas soluciones como la primera del análisis del subtipo papilar
de esta enfermedad. En este sentido, el análisis de supervivencia mediado por curvas
de Kaplan, indica que los individuos que posean el conjunto de genes con la expresión
marcada por la solución presentan una mayor tasa de supervivencia que el resto de pacientes
(considerando toda la base de datos de cáncer de riñón). Este tipo de información aporta
un mayor grado de conocimiento sobre la enfermedad, pudiendo guiar en un futuro, tras
su necesaria validación, nuevos estudios en busca de biomarcadores moleculares para el
cáncer.

Además de conocimiento novedoso, se ha obtenido información ya descrita en la bib-
liografía, como el conjunto de soluciones que diferencian a los individuos con cáncer
de mama de sus tejidos adyacentes sanos. En este caso, el primer patrón de la Tabla 3
perteneciente al estudio del cáncer de mama mediante minería de patrones emergentes
refleja una desregulación de genes encargados del control del ciclo celular. Las soluciones
que presentan muchas de las relaciones descritas en la literatura también constituyen
información relevante, no sólo para poder validar la metodología, sino porque es posible
inferir que genes cuya función es desconocida o poco estudiada en cáncer pero pertenecen
a un patrón donde la mayoría de genes destaca en una función biológica específica estén
posiblemente relacionados también con dicha función.

Por estas razones, consideramos que las técnicas de minería de patrones discriminativas
deben ser consideradas como herramientas altamente flexibles con gran interés en la
investigación y concretamente para el estudio del cáncer. En concreto, la metodología
propuesta, constituye una herramienta para la obtención de información que puede guiar
futuros ensayos clínicos.

6.2 Trabajo futuro

Como trabajo futuro, se pretende construir un framework que integre toda la metodología
en una única herramienta, de manera que sea fácilmente accesible para los usuarios con
menores habilidades de programación. A su vez, dada la flexibilidad de las técnicas
de minería de datos, se pretende incorporar la información obtenida en los estudios de
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supervivencia en el cuarto procedimiento de la metodología, de manera que el filtrado se
guíe en base a una métrica que combine la prognosis con la tasa de aparición del patrón,
además de su longitud y las restricciones consideradas por el algoritmo.

Por último pero no menos importante, se pretende desarrollar una adaptación de la
metodología de trabajo que combine el descubrimiento de subgrupos junto con infor-
mación pronóstica con objeto de elaborar un nuevo estudio descriptivo sobre la enfermedad
utilizando como entrada otros tipos de cáncer no contemplados en este trabajo.

6.3 Trabajos relacionados con esta tesis

Artículos científicos

■ Trasierras, A. M., Luna, J. M., & Ventura, S. (2022). Improving the understanding
of cancer in a descriptive way: An emerging pattern mining-based approach. In-
ternational Journal of Intelligent Systems, 37(4), 2822-2848. Área: Ciencias de la
Computación, Inteligencia Artificial. Factor de Impacto: 8.993 (2021). Cuartil: Q1
(2021).

■ Trasierras, A. M., Luna, J. M., & Ventura, S. (2023). A contrast set mining based ap-
proach for cancer subtype analysis. Artificial Intelligence n Medicine (Actualmente
en revisión). Área: Ciencias de la Computación, Inteligencia Artificial. Factor de
Impacto: 7.011 (2021). Cuartil: Q1 (2021).

Congresos

■ Trasierras, A. M., Luna, J. M., & Ventura, S. (2021). Análisis descriptivo de cáncer
de mama usando minería de datos. VI Congreso Español de Informática (CEDI).
XIX Conferencia de la Asociación Española para la Inteligencia Artificial (CAEPIA).
X Simposio Teoría y Aplicaciones de Minería de Datos (TAMIDA)
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