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Resumen

El desperdicio alimentario supone un gran problema de sostenibilidad. El pescado, en concreto, es un producto especialmen-
te perecedero, degradándose con mucha rapidez cuando la temperatura de almacenamiento no se controla adecuadamente. Los
modelos matemáticos son herramientas útiles para predecir la evolución de la calidad del pescado durante el transporte y almacena-
miento. Conocer la dinámica de la degradación con antelación también nos permitirá definir estrategias para reducir el desperdicio
alimentario y aumentar el valor añadido del pescado. En este trabajo se presenta una nueva metodologı́a para la descripción de
la evolución de calidad de filetes de merluza (Merluccius merluccius) envasada en atmósferas modificadas durante el transporte
y almacenamiento. Dicha metodologı́a consta de dos partes: un modelo basado en los mecanismos del proceso que describe la
evolución de dos de los indicadores de calidad más utilizados (contenido bacteriano y bases volátiles), y un modelo de aprendizaje
automático que permite correlacionar dichos indicadores con un indicador sensorial, el QIM (del inglés, Quality Index Method).
Para la evolución de las bases volátiles se propone un nuevo modelo basado en la ley de potencias. Además, en este trabajo, los
parámetros desconocidos del modelo se estiman utilizando datos experimentales. En el caso de los modelos de aprendizaje au-
tomático, se comparan técnicas de redes neuronales y árboles de decisión utilizando diferentes indicadores del error. El modelo
combinado supone un avance en la predicción de calidad, ya que permite predecir el QIM a partir, exclusivamente, de datos de
temperatura y obtener resultados satisfactorios.

Palabras clave: Calidad de pescado, Modelado matemático, Estimación de parámetros, Indicadores de calidad, Microbiologı́a
predictiva

Combination of mechanism-based and data-based models for the prediction of quality in fresh fish

Abstract

Food waste is a significant sustainability problem. Fish, in particular, is a very perishable product. In fact, spoilage increases
rapidly when the storage temperature is not adequately controlled. Mathematical models are useful tools to predict fish quality
evolution during transport and storage. This knowledge will help to develop strategies to reduce food waste and to increase the
product value. In this work, we propose a new methodology to predict the evolution of quality, during transport and storage,
of hake fillets packed in modified atmospheres. It consists of two parts: a model based on the process mechanisms to describe the
evolution of two highly used quality indicators (bacterial content and volatile bases), and a machine learning model to correlate such
indicators with one of the most employed sensory indexes: the Quality Index Method (QIM). Moreover, we propose a Power Law
model to describe volatile bases evolution. We estimate the unknown parameters using experimental data. In the machine learning
part, we compare random forest models and neural networks using several statistical techniques. Overall, this methodology is an
improvement in fish quality prediction because it makes QIM prediction using just temperature data with promising results.

Keywords: Fish quality, Mathematical modelling, Parameter estimation, Quality Indicators, Predictive microbiology
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1. Introducción

La rápida degradación de la calidad de alimentos como el
pescado supone que cerca de un 15 % de la captura se desper-
dicie (Tavares et al., 2021). La temperatura es el factor externo
que más afecta a la frescura del pescado, de hecho, si las con-
diciones de transporte y almacenamiento no son adecuadas, el
desperdicio puede llegar al 35 % (Corradini, 2018). Los mode-
los matemáticos permiten predecir la evolución de la calidad y
la vida útil del pescado y conocer los efectos de los abusos de
temperatura durante el transporte y almacenamiento. Esto faci-
lita el diseño de estrategias para reducir el desperdicio alimen-
tario, aportando, además, información de interés al consumidor.

Sin embargo, la calidad del pescado es un concepto com-
plejo en el que intervienen diferentes atributos nutricionales y
organolépticos. Algunos de los indicadores más utilizados pa-
ra su determinación son: la oxidación lipı́dica, la degradación
de nucleótidos, el contenido microbiológico, la concentración
de nitrógeno básico volátil total (N-BVT), o ciertos indicadores
sensoriales como el QIM (del inglés Quality Index Method). En
la literatura se han desarrollado diferentes modelos matemáti-
cos para describir dichos indicadores (Garcı́a et al., 2022), aun-
que algunos de esos modelos presentan ciertas limitaciones.

El modelo más utilizado para describir el crecimiento de
bacterias es el modelo logı́stico (Baranyi and Roberts, 1994).
En cambio, los modelos para describir el comportamiento del
N-BVT tienen, generalmente, forma exponencial y utilizan la
ecuación de Arrhenius para establecer la relación entre el ratio
de crecimiento y la temperatura. Garcı́a et al. (2017) propo-
nen un modelo que incluye los organismos psicrotrofos como
productores de N-BVT. Además, introducen un término para
describir la fase de latencia inicial observada. Sin embargo, di-
cho término depende explı́citamente del tiempo. Por lo tanto,
requiere conocer el momento de la muerte del pescado, dato
que no siempre está disponible. El QIM es un indicador sen-
sorial. Su evaluación se realiza de forma subjetiva mediante un
panel de expertos que valoran distintos atributos sensoriales del
pescado (Escribano et al., 2015). En el trabajo de Garcı́a et al.
(2017) se propone una ecuación empı́rica para calcular el QIM
a partir del contenido en psicrotrofos y bases volátiles. Como
se sugiere en Garcı́a et al. (2022), se requiere desarrollar otras
metodologı́as que permitan comparar los resultados obtenidos.

El objetivo de este trabajo es desarrollar una metodologı́a
que permita describir la evolución de la calidad de pescado a
lo largo de toda la cadena de valor, es decir, desde la pesca
hasta su venta al consumidor final. Como caso de estudio se
utilizarán filetes de merluza (Merluccius merluccius) almace-
nados en atmósferas modificadas. Además, como indicadores
de calidad se han seleccionado tres de los más utilizados en
la literatura: contenido microbiológico, N-BVT y QIM. Para la
descripción de la evolución de los dos primeros se utilizarán
modelos basados en los mecanismos del proceso. En particular,
se utilizará el modelo logı́stico para representar el contenido
bacteriano, ya que ha sido ampliamente testado en la literatura.
Para la evolución de N-BVT, se proponen dos modelos: expo-
nencial y ley de potencias. Este último permite describir el re-
traso inicial observado en los datos experimentales sin introdu-
cir una dependencia explı́cita del tiempo transcurrido desde la
muerte del pescado. En lo que se refiere al modelado del QIM,

dado que se trata de un indicador subjetivo, se propone el uso
de técnicas de aprendizaje automático. En particular, se consi-
derarán dos opciones: una red neuronal y un modelo de bosque
aleatorio. Dichos modelos correlacionarán el contenido bacte-
riano y de N-BVT con el QIM. Se considerarán las bacterias
Pseudomonas spp. y Shewanella spp., ya que son dos de las
principales responsables de la degradación de pescado fresco.
El resultado final de la metodologı́a es un modelo combinado
que, en una primera fase, genera datos de contenido bacteriano
y N-BVT utilizando modelos basados en los mecanismos del
proceso. En una segunda fase, se alimenta el modelo de apren-
dizaje automático con los datos de la fase anterior para calcular
un valor del QIM. La temperatura a lo largo del proceso se in-
troduce como una entrada en los modelos mecanı́sticos.

2. Materiales y métodos

2.1. Métodos experimentales
2.1.1. Descripción de filetes y pesca

La merluza (Merluccius merluccius) es capturada en la zona
FAO 27.9, posteriormente es fileteada y envasada en atmósferas
modificadas (47 % CO2 / 0.8 % O2) en bandejas de aproxima-
damente 300 g. El grupo Profand S.L. se encarga de suministrar
los filetes frescos de merluza con piel. Se llevaron a cabo tres
ensayos, fijándose la temperatura de refrigeración a 1, 2.5 y 5
◦C. Además, para cada tiempo de muestreo, se seleccionaron y
analizaron 3 bandejas (tres repeticiones). Las muestras se em-
plearon para el análisis sensorial, microbiológico y bioquı́mico.
El número de tiempos de muestreo en cada experimento fue 6,
8 y 8, respectivamente.

2.1.2. Análisis microbiológico
Dos de las bacterias más influyentes en la degradación del

pescado fresco son la Shewanella spp. y las Pseudomonas spp.
Es por ello que en este trabajo se han considerado ambas. Pa-
ra medir la concentración de bacterias se mezclaron, primero,
25 g de músculo de pescado de cada bandeja y con 225 ml
de agua de peptona tamponada previamente esterilizada don-
de se homogeneizó con un Stomacher durante 1 minuto. De los
homogeneizados se sembraron alı́cuotas (0.1 ml) de diluciones
adecuadas en agar rojo fenol de almidón glutamato (GSP), agar
hierro Lyngby (IAL) y agar de recuento en placa (PCA).

Las Pseudomonas spp. se contaron como colonias crecidas
en placas GSP y las colonias negras formadas en IAL se con-
taron para enumerar las bacterias productoras de H2S identifi-
cadas como Shewanella spp. Tras 48 horas de incubación a 25
◦C, se contaron las colonias crecidas en medio GSP identifica-
das como Pseudomonas spp., y las colonias negras crecidas en
IAL, como Shewanella spp. El conteo de los microorganismos
psicrótrofos aerobios crecidos en PCA se produjo tras la incu-
bación a 17 ◦C durante 3 dı́as.

2.1.3. Análisis de bases volátiles
El contenido de nitrógeno básico volátil total (N-BVT) se

determinó mediante el método de Lücke and Geidel (1935),
siguiendo las modificaciones de Antonacopoulos (1960). Bre-
vemente, se mezclaron aproximadamente 10 g de músculo de
merluza y se transfirieron a una unidad de destilación Kjeldahl.
A continuación, se añadieron unas gotas de antiespumante de
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silicona y 2 g de MgO y se recogieron alrededor de 75 ml de
destilado al vapor sobre 5 ml de una disolución de Ácido Bórico
1 % (p/v) con indicador verde de bromocresol y rojo de meti-
lo. A continuación, se determinó el contenido de N-BVT por
titulación del destilado con HCl 0,1 N.

2.1.4. Análisis sensorial
Para el análisis sensorial se utilizó el QIM como indicador,

el cual se adaptó a los filetes de merluza. La evaluación de los
diferentes atributos en los filetes de pescado (apariencia, color,
textura y olor) se llevó a cabo de acuerdo con los requisitos de
las normas ISO (ISO 8586:2012). Para ello, un panel de 7 ex-
pertos asigna una puntuación de demérito de 0 a 3 en la evalua-
ción de la firmeza muscular, olor y sequedad, y una puntuación
de demérito de 0 a 2 para las marcas o hematomas. El valor
del QIM es el resultado de sumar las puntuaciones de todos los
atributos. A mayor puntuación, menor calidad.

2.2. Modelos matemáticos

2.2.1. Modelos basados en los mecanismos del proceso
Para describir la evolución de poblaciones bacterianas se ha

seleccionado el modelo logı́stico (Baranyi and Roberts, 1994)
por ser uno de los más utilizados. Además, para describir el
aumento del ratio de crecimiento con la temperatura de alma-
cenamiento (modelo secundario) se ha elegido la ecuación de
Ratkowsky (Ratkowsky et al., 1982). Matemáticamente, el mo-
delo se representa de la forma (Garcı́a et al., 2015):

dn
dt
= µ(1 − 10n−n∗ ), con µ = b2(T − T0)2, (1)

siendo n la concentración de bacterias (expresada en
log(CFU/g), donde CFU son unidades formadoras de colonias)
en el músculo de pescado a un tiempo t. n∗ indica la concen-
tración máxima de bacterias. La variable µ representa la velo-
cidad de crecimiento de las bacterias. Dicha variable depende
de la temperatura de almacenamiento (T ), de una temperatu-
ra conceptual mı́nima para el crecimiento bacteriano (T0) y de
una constante (b). Aunque la estructura del modelo es la misma
tanto para Shewanella spp. como para Pseudomonas spp., los
parámetros n∗, b, y T0 variarán según la bacteria considerada.

Como se menciona en la introducción, el nitrógeno básico
volátil total (N-BVT) se produce por la acción bacteriana en el
alimento. A concentraciones bajas, se puede observar experi-
mentalmente una fase de latencia. A concentraciones interme-
dias y altas, el comportamiento es exponencial. En este trabajo
se propone el uso de la ley de potencias para describir la evo-
lución de N-BVT, ya que permite describir la fase de latencia a
concentraciones bajas y la fase exponencial a concentraciones
altas. En particular, se considera una reacción de orden N con
dependencia de la concentración de bacterias (ns), de la forma:

dN-BVT
dt

= k · nN
s (2)

donde ns es la suma de las concentraciones de Shewanella spp.
y Pseudomonas spp. Este modelo se comparará con el modelo
exponencial, propuesto en la literatura (Tsironi et al., 2009):

dN-BVT
dt

= k · N-BVT, (3)

En ambos modelos se utiliza la ecuación de Arrhenius para des-
cribir la dependencia del ratio de crecimiento (k) con la tempe-
ratura (modelo secundario)(Ratkowsky et al., 1982):

k = kre f exp
[

Ea

R

(
1

Tre f + 273,15
−

1
T + 273,15

)]
(4)

donde kre f es el valor del coeficiente de crecimiento a una tem-
peratura de referencia Tre f = 4 ◦C, Ea es la energı́a de acti-
vación y R = 8.31 J mol−1 K−1 es la constante universal de los
gases. Los parámetros desconocidos son: n∗, T0 y b para cada
una de las bacterias, y kre f , Ea, y N.

2.2.2. Modelos de aprendizaje automático
Dado que el QIM es un indicador de calidad subjetivo, en

el que se combinan distintos atributos (ver Sección 2.1.4), se ha
optado por utilizar modelos de aprendizaje automático. Se con-
siderarán dos enfoques: redes neuronales y bosques aleatorios.

Las redes neuronales artificiales (McCulloch and Pitts,
1943) consisten en estructuras de capas formadas por nodos
que se conectan entre sı́. Para introducir no linealidades en la
salida de los nodos se utilizan funciones de activación (Shar-
ma et al., 2017). En nuestro caso, ReLU (Rectified Linear Unit)
para la primera capa (compuesta por 3 nodos) y tangente hi-
perbólica para la capa interna (compuesta por 3 nodos). Para
elegir el número de nodos de la capa oculta hemos seguido las
reglas empı́ricas propuestas por Heaton (2008).

Los modelos de bosque aleatorio (Breiman, 2001) se basan
en la construcción de árboles de decisión que calculan predic-
ciones independientes de la variable a estimar. Después, se cal-
cula la media de estas predicciones para dar un resultado final.

Para entrenar el modelo de bosque aleatorio se utilizan los
datos experimentales de los indicadores de calidad. Las redes
neuronales, en cambio, necesitan una gran cantidad de datos
para entrenarse. Para aumentar el número de muestras, se utili-
zan datos sintéticos generados mediante modelos de aprendiza-
je automático, a partir de los datos experimentales disponibles
(https://gretel.ai/). Cabe destacar que el proceso de generación
de datos sintéticos fiables depende de la cantidad y calidad de
los datos experimentales usados en el mismo.

Para evaluar la calidad de los modelos, se usa validación
cruzada de k iteraciones y validación cruzada repetida de k ite-
raciones (Hastie et al., 2009). Estas técnicas consisten en dividir
el conjunto de datos en n subgrupos. Parte de esos subgrupos se
utilizan para estimar los parámetros del modelo y la otra par-
te para la validación del mismo. En la validación cruzada re-
petida se realiza la validación para diferentes agrupaciones de
los datos con el objetivo de mejorar la estimación del modelo.
Para seleccionar los hiperparámetros óptimos (por ejemplo, el
número de árboles de decisión en el caso de bosque aleatorio o
el número de épocas en la red neuronal) se utilizan técnicas de
validación cruzada anidada. Estas técnicas constan de dos bu-
cles anidados, el bucle interno selecciona el mejor conjunto de
hiperparámetros y el bucle externo calcula el error del modelo.

Para la implementación de los modelos de aprendizaje au-
tomático se han seleccionado las librerı́as Scikit-learn (Pedre-
gosa et al., 2011) y Keras (Chollet et al., 2015) de Python.

Durante el entrenamiento y validación de los modelos de
aprendizaje automático se utilizan los datos obtenidos experi-
mentalmente de todos los indicadores. Sin embargo, una vez
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validados, se utilizarán los resultados de los modelos basados
en los mecanismos del proceso (N-BVT, Pseudomonas spp., y
Shewanella spp.) para obtener un valor estimado del QIM.

2.3. Calibración de los modelos basados en mecanismos
El valor de los parámetros desconocidos del modelo (1)-(4)

se calcula como el que minimiza la distancia entre la predic-
ción del modelo y los datos experimentales. Dado que se cuenta
con tres repeticiones de los datos experimentales en cada pun-
to de muestreo, se puede estimar la variabilidad entre muestras
y el error experimental. Para dotar de mayor importancia aque-
llos puntos con menor variabilidad, se usa la verosimilitud (log-
likelihood) para el cálculo de dicha distancia (función objetivo):

Jllk(θ) = −
1
2

nc∑
k=1

nxk∑
i=1

log(2π) + log(σ2
xk,i

) +

 xk,i(θ) − xexp
k,i

σxk,i

 ,
(5)

donde θ se corresponde con el vector de parámetros a estimar,
nc es el número de variables medidas experimentalmente (ob-
servables), nxk indica el número de puntos de muestreo de cada
observable, y xk,i(θ) y xexp

k,i representan, ambos, el valor del ob-
servable xk a tiempo ti. El primero (xk,i) se refiere al valor cal-
culado por el modelo, mientras que el segundo (xexp

k,i ) es el valor
experimental. σxk,i (θ) es la desviación estándar de la muestra
del observable xk en el tiempo ti. En este trabajo se conside-
ran tres observables, i.e., las concentraciones de bases volátiles,
Pseudomonas spp. y Shewanella spp.

Es habitual que la función objetivo (5) sea multimodal (con-
tiene varios mı́nimos en el espacio de búsqueda). Por lo tanto,
para encontrar el mı́nimo global, se utiliza un método hı́brido
que combina búsqueda global con local. En particular, se utili-
za el algoritmo de Scatter Search, ESS (Egea et al., 2009), un
método basado en poblaciones e implementado en la toolbox
de Matlab, AMIGO (Balsa-Canto et al., 2016).

Una de las formas de seleccionar el mejor modelo cuando
hay varios disponibles consiste en comparar el valor de la fun-
ción objetivo de cada uno de ellos. Generalmente, el modelo
con mayor número de parámetros será el que proporcione el
menor valor de la función objetivo. Sin embargo, aunque dicho
modelo resulte en un mejor ajuste, podrı́a llevar a una peor pre-
dicción cuando las condiciones experimentales son distintas a
las utilizadas para el ajuste (sobrestimación). En este trabajo,
para evitar este problema se utilizarán dos criterios que penali-
zan el número de parámetros de cada modelo: el Criterio de In-
formación de Akaike corregido (AIC, por sus siglas en inglés)
(Akaike, 1974) y el Criterio de Información Bayesiana (BIC,
por sus siglas en inglés) (Raftery, 1995).

El AIC corregido se calcula de la siguiente forma:

AICc = Jllk +
2np(nd + 2)
nd − np + 1

(6)

siendo nd el número de medidas experimentales y np el número
de parámetros.

El BIC se obtiene mediante la siguiente expresión:

BIC = −2Jllk + log(nd) · k (7)

La penalización por el número de parámetros en el BIC es ma-
yor que en el AIC. Cuanto más pequeño sea el valor de ambos
criterios, mejor será el modelo.

3. Resultados y discusión

3.1. Modelos basados en los mecanismos del proceso

El procedimiento descrito en la sección anterior se ha se-
guido para calcular el valor de los parámetros desconocidos del
modelo (1)-(3). De las tres series de datos experimentales dis-
ponibles, dos se utilizaron en dicho procedimiento y la tercera
se reservó para validación. Los valores óptimos de los paráme-
tros se muestran en la Tabla 1.

Modelo N-BVT Parámetro Valor estimado Unidades
Ley de potencias Ea 2,4 × 105 J/mol

N 3,9
kre f 1,0 × 10−3 d−1

bps 2,3 × 10−1 d−1◦C−2

bsh 9,6 × 10−2 d−1◦C−2

T0,ps 3,2 × 10−1 ◦C
T0,sh −5,0 ◦C
n∗ps 6,0 log(CFU/g)
n∗sh 5,5 log(CFU/g)

Exponencial Ea 5,5 × 104 J/mol
kre f 8,3 × 10−2 d−1

bps 9,1 × 10−2 d−1◦C−2

bsh 9,5 × 10−2 d−1◦C−2

T0,ps −3,4 × 10−1 ◦C
T0,sh −5,0 ◦C
n∗ps 3,6 log(CFU/g)
n∗sh 5,4 log(CFU/g)

Tabla 1: Valores estimados de los parámetros de los modelos de
N-BVT, Pseudomonas spp. y Shewanella spp.. d son dı́as.

La primera fila de gráficas en la Figura 1 muestra los perfi-
les de temperatura medidos en cada ensayo. En el primer ensa-
yo se observan varias oscilaciones de temperatura relativamente
grandes (hasta 4 ◦C) causadas por la abertura de la puerta de la
cámara durante varios minutos. En los otros dos ensayos las os-
cilaciones son mucho menores. Las otras tres filas de gráficas
muestran la comparación entre los datos experimentales (pun-
tos), con sus errores (barras), y los resultados de simulación del
modelo (1)-(3) utilizando los valores óptimos de los parámetros
(lı́neas). Las dos columnas de la izquierda muestran los resulta-
dos en los experimentos utilizados para el ajuste, mientras que
la columna de la derecha se refiere a los resultados de valida-
ción. La segunda fila de gráficas muestra los resultados para
N-BVT. Las lı́neas continuas representan los resultados de si-
mulación obtenidos utilizando el modelo exponencial, mientras
que las lı́neas discontinuas se refieren al modelo de la ley de
potencias. Como se aprecia en la figura, este último representa
mejor la evolución de N-BVT en los tres experimentos, parti-
cularmente durante la fase inicial (latencia).

Para una comparación cuantitativa entre ambos modelos, se
han calculado el AIC y el BIC de cada uno. Los valores alcan-
zados por ambos criterios y el valor de la función objetivo del
problema de estimación de parámetros se muestran en la Tabla
2. El modelo de la ley de potencias mejora al exponencial en los
tres criterios y, por lo tanto, representa mejor el comportamien-
to experimental sin incurrir en el problema de sobreestimación.
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Figura 1: Perfiles de temperatura medidos en cada ensayo (primera fila de gráficas) y comparación entre los datos experimentales
(puntos), con sus desviaciones (barras), y los resultados de simulación de los modelos calibrados (lı́neas).

Modelo Jllk AICc BIC
Modelo exponencial 60.7 81.1 90.6
Modelo de la ley de potencias 42.6 66.3 76.3

Tabla 2: Valor de función objetivo, criterio de Akaike corregido
y criterio Bayesiano para el modelo exponencial y modelo de la
ley de potencias.

Las dos últimas filas de gráficas en la Figura 1 muestran
los resultados para las dos poblaciones de bacterias considera-
das. Se puede observar que el modelo seleccionado representa
satisfactoriamente el comportamiento experimental. Ambas po-
blaciones crecen a distinta velocidad, mayor en el caso de She-
wanella spp. Además, nótese que en el experimento a menor
temperatura el contenido de Pseudomonas spp. es mayor que el
de los otros dos experimentos. Esto se debe a que las muestras
de pescado recepcionadas estaban más degradadas en el caso
del experimento a menor temperatura.

3.2. Modelos de aprendizaje automático

Los datos de los experimentos 2 y 3 (14 datos) se usaron
para entrenar los modelos de aprendizaje automático y el expe-
rimento 1 se reservó para su validación. La razón de esto es la
conveniencia de usar el mayor número de datos para el entre-
namiento de los algoritmos y el experimento 1 es el que tiene
menos datos experimentales. La red neuronal fue entrenada con
1000 datos sintéticos generados con los modelos de aprendiza-
je profundo de la plataforma (https://gretel.ai/) a partir de los
datos de los experimentos 2 y 3.

Para la validación cruzada se ha dividido el conjunto de da-
tos en 10 grupos. En cada iteración 9 grupos se utilizan para
el entrenamiento y el restante para la validación. Los grupos
de entrenamiento y validación cambian en cada iteración. En
la validación cruzada repetida realizamos la validación cruza-
da para 3 agrupaciones diferentes del conjunto total de datos,
aumentando el número de validaciones de los modelos.

En la tabla 3 se muestran diferentes métricas (coeficiente
de determinación (R2) y error cuadrático medio (MS E) en el
experimento 1, y error absoluto medio (MAE) de la validación
cruzada y la validación cruzada repetida) que permiten com-
parar la capacidad de los modelos para representar los datos
experimentales. El modelo de bosque aleatorio es mejor en las
cuatro métricas. Esto puede ser debido a que los datos sintéti-
cos utilizados para entrenar la red neuronal fueron generados a
partir de un conjunto pequeño de datos experimentales.

Modelo R2 MS E MAE
k − FOLD Rep k − FOLD

Red neuronal 0.80 1.92 2.02 ± 0.83 1.56 ± 0.32
Bosque aleatorio 0.96 0.39 1.14 ± 0.68 1.08 ± 0.64

Tabla 3: Valores del coeficiente de determinación (R2), error
cuadrático medio (MSE), y error absoluto medio (MAE) de los
modelos de aprendizaje profundo utilizados en el trabajo.

En la figura 2 se muestra la comparación entre los datos ex-
perimentales de QIM y los resultados de los dos modelos de
aprendizaje automático (red neuronal y bosque aleatorio) para
el experimento 1. Los datos de contenido de N-BVT, Pseudo-
monas spp. y Shewanella spp., necesarios para alimentar los
modelos de red neuronal y bosque aleatorio, se han obtenido
a partir de la simulación del modelo (1)-(3) con valores ópti-
mos de los parámetros. Como se observa, el modelo de bosque
aleatorio es capaz que predecir con mayor acierto el compor-
tamiento observado experimentalmente para el QIM, especial-
mente en la primera fase de retraso que la red neuronal no es
capaz de captar. Probablemente, el peor funcionamiento de la
red neuronal se deba, en parte, al uso de datos sintéticos gene-
rados a partir de un conjunto pequeño de datos.
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Figura 2: Comparación, en términos del QIM, entre los datos
experimentales y los modelos de red neuronal y bosque aleato-
rio.

4. Conclusiones y trabajo futuro

El objetivo de este trabajo era desarrollar una metodologı́a
para predecir la evolución de la calidad de filetes de Merluza
(Merluccius merluccius) envasados en atmósferas modificadas
durante el almacenamiento en condiciones de refrigeración. Pa-
ra ello, se han desarrollado diferentes modelos matemáticos pa-
ra predecir la evolución de tres de los principales indicadores
de calidad en pescado fresco: el QIM, la concentración de ba-
ses volátiles y la concentración de bacterias (Pseudomonas spp.
y Shewanella spp.). Dado que el QIM es un indicador subjeti-
vo, se ha optado por utilizar modelos de aprendizaje automático
para la descripción de su evolución. En particular, se ha desa-
rrollado un modelo de red neuronal y otro de bosque aleatorio,
resultando el segundo el más adecuado para representar la evo-
lución del QIM. En lo que se refiere a los otros tres indicadores,
se han desarrollado distintos modelos basados en los mecanis-
mos del proceso y se han calibrado utilizando los datos de dos
experimentos. Un tercer experimento se dejó para la validación
de los modelos. En el caso de crecimiento bacteriano, se ha
utilizado un modelo logı́stico capaz de representar el comporta-
miento experimental, incluso en el experimento de validación.
Para las bases volátiles se han considerado y comparado dos
modelos: exponencial y ley de potencias, resultando el segundo
modelo cuantitativamente mejor.

A pesar de que los resultados obtenidos en este trabajo son
satisfactorios, nos gustarı́a mejorarlos realizando en el futuro
las siguientes tareas: (i) llevar a cabo un diseño óptimo de ex-
perimentos que nos permita mejorar la calidad de la informa-
ción obtenida de los datos experimentales. (ii) Considerar otros
modelos secundarios tanto para el crecimiento bacteriano co-
mo para el contenido en bases volátiles. (iii) Modelización del
crecimiento de la bacteria Photbacterium phosphoreum ya que,
aunque tanto Pseudomonas spp. como Shewanella spp. son dos
de las bacterias más utilizadas en la degradación de la calidad de
pescado, en condiciones de atmósferas modificadas podrı́a ser
más importante la primera. (iv) Modelización de la formación y
degradación de nucleótidos dado que también son ampliamente
utilizados como indicadores de calidad en pescado.
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