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Resumen

En este artı́culo, se presenta una solución completa de interacción humano-robot basada en la mirada para ayudar al usuario en
tareas de manipulación de objetos. El usuario utiliza unas gafas de seguimiento ocular y se detecta la intención en su mirada de
coger un objeto entre varios situados sobre una mesa. El robot, una vez identificado el objeto seleccionado, procede a recogerlo y
se lo acerca al usuario. Nuestra solución se compone de diferentes componentes, como la estimación de forma y posición de los
objetos utilizando supercuádricas en el sistema de referencia del robot, la identificación y selección del objeto coincidente en la
imagen del robot mediante redes siamesas, y un proceso adicional que permite al robot recoger el objeto seleccionado por el usuario
de manera efectiva. Esta solución proporciona una forma innovadora y efectiva de interacción para realizar tareas asistenciales de
manipulación, sin necesidad de marcadores ni posiciones predefinidas de los objetos, mejorando la fluidez en la comunicación y
facilitando la interacción natural entre el usuario y el robot.

Palabras clave: Aprendizaje automático, Interfaces inteligentes, Robótica Inteligente, Percepción y detección, Robots
manipuladores

Gaze-based Human-Robot Interaction System for Object Manipulation

Abstract

In this article, we present a complete solution for gaze-based human-robot interaction to assist the user in object manipulation
tasks. The user wears eye-tracking glasses, and their intention to pick up an object among several placed on a table is detected
through their gaze. Once the selected object is identified, the robot proceeds to grasp it and bring it closer to the user. Our solution
consists of various components, including the estimation of object shape and position using superquadrics in the robot’s reference
frame, the identification and selection of the matching object in the robot’s image using Siamese networks, and an additional process
that enables the robot to pick-up the object selected by the user. This solution offers an innovative and effective way of interaction
to perform assistive manipulation tasks, without the need for markers or predefined object positions, enhancing communication
fluency and facilitating natural interaction between the user and the robot.

Keywords: Machine learning, Intelligent interfaces, Intelligent robotics, Perception and sensing, Robots manipulators
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1. Introducción

En la actualidad, los robots se han vuelto cada vez más co-
munes tanto en la vida diaria como en la industria. Los robots ya
no se limitan únicamente a realizar tareas simples y repetitivas.
Ahora, los robots deben comprender y atender las necesidades
de los usuarios de manera más efectiva ((Naneva et al., 2020;
Ajoudani et al., 2018)).

Con el objetivo de mejorar la interacción humano-robot, es
fundamental que los robots sean capaces de entender la inten-
ción del usuario. La mirada es uno de los métodos de comu-
nicación más intuitivos y naturales. La mirada es una forma no
verbal de comunicar nuestras intenciones, y su comprensión por
parte de los robots permite establecer una interacción más fluida
y eficiente (Zhang et al., 2017; Yu et al., 2012).

Este artı́culo presenta una interacción humano-robot que
puede deducir y ejecutar tareas de manipulación de objetos
usando solamente la mirada del usuario. El usuario lleva pues-
tas unas gafas de seguimiento ocular (Carter and Luke, 2020)
equipadas con dos cámaras: una para detectar las pupilas y otra
para capturar el punto de vista del usuario. El seguimiento de la
mirada se proyecta en la imagen percibida por el usuario para
obtener información sobre su intención visual.

La Figura 1 muestra el escenario en el que se centra este tra-
bajo, donde el usuario selecciona utilizando su mirada un objeto
entre los situados sobre una mesa, tras esto el robot debe coger
el objeto seleccionado y acercarlo al usuario. Por ejemplo, en
en este caso el usuario se fija en un objeto, y utilizando técni-
cas de inteligencia artificial se identifica que el usuario quiere
el vaso rojo. Sin embargo en nuestro escenario el robot no sabe
que objetos tiene delante ni su ubicación, por lo que no podrı́a
coger el vaso rojo. Hay varios enfoques para encontrar el objeto
seleccionado con la mirada del usuario con respecto al sistema
de referencia del robot. En (Shi et al., 2021), el usuario lle-
va unas gafas de seguimiento ocular para detectar la intención
de coger un objeto, pero los objetos están situados en posicio-
nes especı́ficas con respecto al robot, por lo que se conocen los
objetos disponibles y donde están situados. En (Weber et al.,
2020) resuelven la ubicación de los objetos con respecto al ro-
bot situando marcadores para transformar los puntos de fijación
al sistema de referencia del robot. En (Huang and Mutlu, 2016)
el usuario selecciona el objeto en una matriz con marcadores y
cuando se detecta que el usuario fija su mirada en uno de los
marcadores, el robot coge el bloque correspondiente.

Figura 1: Gracias a unas gafas de seguimiento ocular, el usuario selecciona el
objeto que desea. Después, el robot le acerca el objeto seleccionado.

En este artı́culo se propone una solución integral que per-
mite al robot recoger el objeto seleccionado por la mirada del
usuario, sin necesidad de situar marcadores en la mesa ni de que
los objetos estén en ubicaciones conocidas previamente. De es-
ta forma, el robot asiste al usuario en tareas de manipulación
con una interacción más fluida y natural.

Este artı́culo se organiza de la siguiente manera: En la Sec-
ción 2 se discuten los diferentes componentes del proceso pro-
puesto para que el robot acerque al usuario el objeto en que ha
fijado su mirada. La Sección 3 detalla nuestro enfoque para esti-
mar la forma y la posición de los objetos con respecto al sistema
de referencia del robot sin asignarles una categorı́a. En la Sec-
ción 4 se presenta la estrategia basada en redes siamesas para
determinar qué objeto en el campo de visión del robot coincide
con la elección del usuario. Los resultados comparativos de las
diferentes redes siamesas utilizadas, se presentan en la Sección
5. Finalmente en la Sección 6, se presentan las conclusiones y
las lineas futuras de este trabajo.

2. Manipulación del objeto seleccionado con la mirada

Nuestra propuesta presenta una solución completa para
identificar el objeto que el usuario ha seleccionado con su mi-
rada en el sistema de referencia del robot, sin necesidad de co-
locar marcadores o de posicionar los objetos en sitios cono-
cidos. A continuación, el robot recoge el objeto seleccionado.
Está solución se basa en ciertas suposiciones. En primer lugar,
se considera que los objetos se encuentran sobre una superficie
horizontal. En segundo lugar, se permite que los objetos estén
parcialmente ocultos por otros objetos, pero no se pueden situar
uno encima del otro. Por último, la cámara del robot está orien-
tada hacia abajo, capturando la imagen de los objetos desde un
ángulo inclinado. Las etapas principales de esta solución están
descritas en la Figura 2.

ESTIMACION DE
FORMA Y POSE DE

LOS OBJETOS

SELECCIÓN DEL OBJETO
COINCIDENTE

CÁLCULO AGARRES
DE OBJETO SELECCIONADO

GENERACIÓN DE
TRAYECTORIAS DE AGARRE

EJECUCIÓN TAREA
DE AGARRE

DETECCIÓN DE INTENCIÓN
BASADA EN LA MIRADA

Figura 2: Arquitectura general del proceso.

En la primera etapa, el robot se encarga de estimar las for-
mas básicas y las posiciones de los objetos situados sobre la
superficie horizontal. Este proceso se lleva a cabo sin determi-
nar la categorı́a a la que pertenecen los objetos. Tras esto, se
obtienen cuadros delimitadores (bounding boxes en inglés) pa-
ra cada forma en la imagen RGB capturada por la cámara del
robot.

Simultáneamente, el usuario emplea unas gafas de segui-
miento ocular que captan su mirada. Utilizando técnicas de in-
teligencia artificial, como las descritas en (Gonzalez-Diaz et al.,
2019), se interpreta la intención del usuario de coger un objeto.
Además, se genera un cuadro delimitador que encuadra el ob-
jeto deseado desde el punto de vista del usuario, identificando
la categorı́a del objeto.
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Una vez que el usuario ha indicado su intención de reco-
ger un objeto utilizando la mirada, se procede a seleccionar el
objeto desde la perspectiva del robot. Para ello, se emplean re-
des siamesas que comparan las caracterı́sticas visuales del ob-
jeto deseado en la imagen captada con las gafas de seguimiento
ocular, con las caracterı́sticas visuales de los objetos capturados
por la cámara del robot. Esta comparación permite identificar el
objeto más parecido en la imagen del robot, su forma y su po-
sición con respecto al sistema de referencia del robot.

Una vez identificado el objeto correspondiente, se procede
a calcular las poses de agarre adecuadas. Este cálculo consi-
dera varios factores: la forma y posición estimada del objeto,
su tamaño y peso, la orientación deseada después del agarre,
el entorno circundante para evitar colisiones, y las capacidades
y limitaciones del propio robot. Utilizando la cinemática inver-
sa, se determinan las configuraciones articulares realizables que
permitirán al robot sujetar el objeto de manera segura.

A continuación, se planifica una trayectoria que sea viable
y libre de colisiones hasta la pose de agarre para uno de los
brazos del robot. Esta planificación tiene en cuenta las restric-
ciones cinemáticas y dinámicas del brazo robótico, los lı́mites
de las articulaciones, las restricciones del espacio de trabajo y la
necesidad de evitar obstáculos en el entorno. Después, el robot
ejecuta la trayectoria hasta la pose de pre-agarre del objeto.

Finalmente, se planifican y ejecutan las trayectorias para
aproximar el objeto hacia el usuario. En este paso, se conside-
ran adicionalmente las restricciones de evitación de colisiones
con el entorno teniendo en cuenta que el objeto está sujeto por
el efector final del brazo del robot.

En este trabajo, se describe dos etapas crı́ticas del proceso
mostrado en esta sección. La primera es la etapa en la que el
robot estima la posición y la forma de los objetos en relación
con su propio sistema de referencia. La segunda etapa descrita
es la selección del objeto en el sistema de referencia del robot
que coincide con la fijación de la mirada del usuario utilizando
redes siamesas.

3. Estimación de forma y posición de los objetos

El proceso de la estimación de los objetos sin conocer su ca-
tegorı́a necesita una imagen de profundidad obtenida con cáma-
ra la RGBD del robot. La Figura 7(a) muestra la imagen de
profundidad de una escena usual dónde algunas partes de los
objetos están en el lado oculto de la cámara o están parcial-
mente ocultas por otros objetos. Combinando los parámetros
intrı́nsecos de la cámara y la configuración del robot mediante
la cinemática directa, la imagen de profundidad adquirida con
la cámara RGBD del robot se convierte en una nube de puntos
en 3D en el sistema de referencia del robot.

La nube de puntos 3D generada contiene puntos tanto de los
objetos como de la mesa donde se encuentran. Para determinar
qué puntos corresponden a la superficie de la mesa, se emplea el
algoritmo RANSAC (Fischler and Bolles, 1981). Una vez iden-
tificados, estos puntos se eliminan de la nube, dejando solo los
puntos correspondientes a los objetos.

Posteriormente, los puntos restantes se segmentan en clus-
ters distintos correspondientes a cada objeto. Esta segmentación
se realiza mediante la técnica de clustering utilizando la distan-
cia euclı́dea. Seguidamente, se filtran los clusters que son más

pequeños que un umbral mı́nimo, ya que es probable que co-
rrespondan a ruido en la nube de puntos.

(a) Imagen de profundidad

(b) Imagen RGB

Figura 3: Imágenes capturadas por la cámara del robot, mostrando una escena
con varios objetos situados sobre una mesa.

La Figura 4 muestra los clusters restantes que corresponden
a los objetos sobre la mesa. Para poder distinguir entre los dife-
rentes objetos, se asigna a cada cluster un identificador único.

Figura 4: Nube de puntos 3D tras la segmentación. Cada cluster coloreado re-
presenta un objeto distinto sobre la mesa.

A partir de los clusters de los objetos obtenidos, se pue-
de encontrar la supercuádrica que mejor representa cada ob-
jeto. Las supercuádricas son una representación compacta de
formas simples, basada en un conjunto de parámetros (Vezzani
et al., 2017). Una supercuádrica se representa por la función de
dentro-fuera mostrada en (1), considerando un sistema de refe-
rencia centrado en el objeto:

F(x, y, z) =

( x
λ1

) 2
λ5

+

(
y
λ2

) 2
λ5


λ5
λ4

+

(
z
λ3

) 2
λ4 (1)
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donde λ1, λ2 y λ3 son las longitudes de los semiejes, λ4 y
λ5 son los parámetros de forma, y x, y, z son las coordenadas
de un punto en el espacio 3D.

La función dentro-fuera determina la posición de un punto
(x, y, z) en relación con la supercuádrica: dentro (F < 1), en la
superficie (F = 1), o fuera (F > 1). Para situar la supercuádrica
en el sistema de referencia del robot, se incorporan variables de
traslación (px, py, pz) y ángulos RPY (ϕ, θ, γ) para la orienta-
ción.

Para encontrar la supercuádrica que mejor representa a ca-
da objeto, se busca el conjunto de valores de los parámetros que
permita que la mayorı́a de los puntos (pi = [xi, yi, zi]) de cada
cluster se ajusten a la superficie de la supercuádrica. Este ajus-
te busca minimizar la distancia entre los puntos del cluster y la
superficie de la supercuádrica, como se indica en (2).

mı́n
v

N∑
i=1

(
√
λ1λ2λ3(F(pi, v) − 1))2, (2)

donde N es el número de puntos en cada cluster. En la Fi-
gura 5, se muestra el resultado de aplicar (2) a cada cluster de
puntos de la Figura 4. Las formas coloreadas corresponden a las
supercuádricas ajustadas, que representan la forma estimada de
los objetos en la mesa y su posición con respecto al sistema de
referencia del robot.

Figura 5: Supercuádricas ajustadas para los objetos situados en la mesa.

4. Selección del objeto coincidente

Esta sección se enfoca en la identificación del objeto que
el usuario está mirando en el sistema de coordenadas del ro-
bot. Este módulo empareja el recorte del objeto observado en
la imagen de las gafas con el recorte del objeto más similar en
la imagen del robot. Este método, basado en una red siamesa,
elimina la necesidad de marcadores y de la detección previa de
todos los objetos en ambas imágenes.

El módulo consta de tres pasos: Primero, genera los cuadros
delimitadores de los objetos en la imagen RGB del robot utili-
zando las supercuádricas obtenidas en la sección anterior. Para
ello transforma los puntos de cada supercuádrica a las coorde-
nadas de la imagen y, posteriormente, se calculan los valores
máximos y mı́nimos en las coordenadas de la imagen. Después
calcula los vectores de caracterı́sticas de los objetos recortados
mediante una red neuronal entrenada para aprender similitud.
También, se obtiene el vector de caracterı́sticas para el recorte
en la imagen de las gafas con el objeto seleccionado. Finalmen-
te, este vector se compara con los vectores correspondientes a

los recortes de cada objeto, obteniendo el objeto más similar en
el sistema de referencia del robot.

El componente principal de este módulo es la red neuronal
siamesa (Melekhov et al., 2016) que ha sido entrenada para de-
tectar similitud entre las imágenes de objetos capturadas con
las gafas de seguimiento ocular y imágenes obtenidas con la
cámara del robot.

4.1. Diseño y entrenamiento de la red siamesa

Las redes neuronales siamesas aprenden métricas de simili-
tud y contienen varias redes idénticas (usualmente dos o más)
que comparten configuración, parámetros y pesos. Al procesar
las imágenes con una red idéntica (o ramas), la red aprende a
generar vectores de caracterı́sticas similares para imágenes si-
milares (en nuestro escenario, imágenes del mismo objeto) y
distintos para las que no lo son. Las redes tripletas están di-
señadas para aprender a partir de un trı́o de muestras: una ima-
gen ancla, una positiva y una negativa. Las imágenes ancla y
positiva son similares, mientras que las imágenes ancla y nega-
tiva son disı́miles.

La red tripleta propuesta consta de tres ramas, cada una
de las cuales está compuesta por una red neuronal convolucio-
nal (CNN por sus siglas en inglés) basada en la arquitectura
ResNet-50 (He et al., 2016), pero sin sus capas completamen-
te conectadas (FC por sus siglas en inglés) originales. En cada
rama, se inserta una capa de agrupación de pirámides espacia-
les (SPP por sus siglas en inglés) (He et al., 2015) tras la últi-
ma capa convolucional para manejar imágenes de distintos ta-
maños. SPP divide los mapas de caracterı́sticas en una serie de
cuadrı́culas de tamaño fijo, utilizando ventanas de agrupación
de tamaños [1×1, 2×2, y 4×4]. Finalmente, tras la capa SPP, se
añaden tres capas FC para generar los vectores de caracterı́sti-
cas finales.

Durante el entrenamiento, como se ilustra en la Figura 6,
la red tripleta aprende a minimizar una función triplet loss
(Schroff et al., 2015). Las imágenes ancla, en este caso, son
imágenes de objetos tomadas con las gafas de seguimiento ocu-
lar, mientras que las imágenes positivas y negativas se obtienen
con la cámara del robot. La función triplet loss busca minimi-
zar la distancia entre los vectores de caracterı́sticas de la imagen
ancla y las imágenes positivas, mientras maximiza la distancia
entre los vectores de la imagen ancla y las imágenes negativas.

Si f (x) es el vector de caracterı́sticas obtenido para la en-
trada x, y dado un conjunto de N trı́os xi

a, xi
p, xi

n, (donde xi
a es

la imagen ancla, xi
p es la imagen positiva, y xi

n es la imagen
negativa), la función triplet loss se define en (3):

Ltri =

N∑
i=1

max(0, d( f (xi
a), f (xi

p)) − d( f (xi
a), f (xi

n)) + α) (3)

Donde d( f (xi
a), f (xi

p)) denota el cuadrado de la distan-
cia euclı́dea entre las vectores de caracterı́sticas de xi

a y xi
p,

d( f (xi
a), f (xi

n)) denota el cuadrado de la distancia euclı́dea entre
los vectores de caracterı́sticas de xi

a y xi
n, y α >= 0 es el margen

máximo entre los pares (xi
a, xi

p) y (xi
a, xi

n).
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Figura 6: Ilustración de la red tripleta en el proceso de entrenamiento. La red
neuronal toma tres entradas: la imagen ancla, la imagen positiva y la imagen ne-
gativa. Durante el entrenamiento, se calcula y minimiza la función triplet loss.

Para el entrenamiento se aplica una estrategia de minerı́a
de trı́os en lı́nea (online triplet mining en inglés) dentro de
cada mini-batch de datos. Esta estrategia selecciona intencio-
nadamente los trı́os más difı́ciles de clasificar correctamente,
basándose en la distancia entre los vectores de caracterı́sticas.
Al entrenar con los trı́os más desafiantes, se mejora la capa-
cidad del modelo para diferenciar entre imágenes similares y
disı́miles.

4.1.1. Uso de la red en la implementación
Una vez entrenada nuestra red para identificar la similitud

entre imágenes de objetos captadas con ambas cámaras, se uti-
liza una sola rama de la red tripleta. Se empieza con los recortes
de los objetos en la imagen RGB del robot, derivados de los cua-
dros delimitadores calculados con supercuádricas. Cada uno de
estos recortes tiene asignado un número identificador asociado
a su supercuádrica correspondiente. Se utiliza la rama entrenada
para generar vectores de caracterı́sticas para estos recortes.

El módulo que detecta la intención de la mirada del usua-
rio nos proporciona no sólo el cuadro delimitador del objeto
que el usuario ha seleccionado en la imagen de las gafas, y su
categorı́a, sino que también distingue cuándo el usuario tiene
la intención de recoger dicho objeto. Para este objeto seleccio-
nado, se genera un vector de caracterı́sticas utilizando la ra-
ma entrenada y se obtiene el cuadrado de la distancia euclı́dea
con respecto a los vectores correspondientes a los recortes en la
imagen del robot.

El recorte en la imagen del robot con la menor distancia se
identifica como el objeto que el usuario ha seleccionado con su
mirada e intenta coger. Por tanto, no solo se adquiere informa-
ción sobre la categorı́a del objeto seleccionado, sino también
sobre su forma y su ubicación en relación con el sistema de re-
ferencia del robot. Con esta información esencial, el robot pue-
de calcular las zonas de agarre más adecuadas y las trayectorias
necesarias para coger de forma efectiva el objeto seleccionado.

5. Resultados

En esta sección, se presentan los resultados del entrena-
miento de la red siamesa utilizando nuestra base de datos. Es-
ta consta de 10,000 imágenes tomadas con las gafas y 10,000
imágenes capturadas con el robot. La base de datos, dividi-
da en conjuntos de entrenamiento, validación y prueba, incluı́a

imágenes de 16 objetos comúnes de cocina para los dos pri-
meros conjuntos, añadiendo imágenes 2 nuevos objetos en el
conjunto de pruebas.

Todas las redes evaluadas comparten una estructura común:
una red neuronal convolucional (CNN), una capa de agrupa-
ción de pirámides espaciales (SPP) y capas totalmente conec-
tadas. Las diferencias radican en las CNNs utilizadas, siendo
MOBILENET-v2, VGG-19 y ResNet-50 las que se evaluaron.
La Tabla 1 muestra los resultados medidos en términos de pre-
cisión y F1-score en el conjunto de prueba.

Tabla 1: Resultados Comparativos de las Redes Tripletas
Precisión F1

S-MOBILENETV2-SPP-FC 0.9080 0.9054
S-VGG19-SPP-FC 0.8612 0.8631
S-RESNET50-SPP-FC 0.9546 0.9540

Según los resultados, la red basada en ResNet-50 tuvo el
mejor rendimiento en nuestro conjunto de prueba, tanto en
términos de F1-score como de precisión, por lo que fue la red
tripleta seleccionada para nuestra aplicación. La Figura 5 ilustra
ejemplos de emparejamiento correcto e incorrecto utilizando la
red seleccionada en la base de datos de prueba. En el empa-
rejamiento correcto, la red identifica acertadamente la imagen
positiva como la más similar a la ancla. Sin embargo, en el caso
de emparejamiento incorrecto, la red selecciona erróneamente
la imagen negativa como la más parecida a la ancla.

Ancla Positiva Negativa

(a) Emparejamiento correcto.

Ancla Positiva Negativa

(b) Emparejamiento incorrecto

Figura 7: Ejemplos de emparejamiento correcto e incorrecto utilizando la red
tripleta S-RESNET50-SPP-FC. La imagen ancla es capturada con las gafas de
seguimiento ocular, mientras que las imágenes positiva y negativa son captu-
radas con la cámara del robot. En el emparejamiento correcto, la red identifica
la imagen positiva como la más similar a la ancla. Por otro lado, en el empare-
jamiento incorrecto, la red incorrectamente asocia la imagen negativa como la
más similar.

A pesar de que la redes tripletas fueron entrenadas con 16
objetos, demostraron una excelente capacidad para generalizar
y detectar similitudes en los nuevos objetos introducidos en la
fase de pruebas. Esto hace que la redes tripletas sean una elec-
ción adecuada para la tarea de identificar el objeto que el usua-
rio está mirando en el sistema de coordenadas del robot, incluso
cuando se introducen nuevos objetos en el escenario.
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6. Conclusiones

Se ha desarrollado una solución completa que permite al ro-
bot acercar al usuario el objeto seleccionado mediante la mira-
da, sin necesidad de utilizar marcadores ni conocer los objetos
presentes. Nuestro sistema utiliza supercuádricas como una re-
presentación precisa y compacta de la forma y posición de los
objetos. Además, las redes siamesas implementadas han apren-
dido a identificar similitudes entre las imágenes de objetos cap-
turadas con las gafas de seguimiento ocular y las imágenes de
objetos obtenidas con la cámara del robot. Estas redes han de-
mostrado ser efectivas y han logrado generalizar a nuevos obje-
tos introducidos en el entorno. Esto permite que el robot pueda
seleccionar de forma precisa el objeto coincidente con el que el
usuario ha mirado. Como trabajos futuros, se propone mejorar
la precisión tanto de las supercuádricas como de las redes sia-
mesas en escenarios donde los objetos están parcialmente oclui-
dos.
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