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RESUMO - Classificações tradicionais apresentam limitações para o mapeamento de inundações devido à mistura da resposta espectral 
da água com alvos adjacentes não aquáticos ou resposta espectral similar de alvos não aquáticos com a água. Além disso, em geral, as 
classificações são avaliadas apenas em termos de acurácia global sem considerar as incertezas no processo de classificação. neste 
estudo objetivou-se integrar a incerteza na classificação Random Forest (RF) para o mapeamento de inundações auxiliando o processo 
de amostragem. A classificação utilizou 21 variáveis representadas por bandas e índices espectrais do sensor Operational Land Imager 
do satélite Landsat-8. A amostragem foi realizada inicialmente com a seleção de pontos a partir da interpretação visual da imagem de 
satélite e posteriormente coletando amostras com alta entropia de Shannon no mapa de incerteza. As variáveis com maior importância 
para a classificação foram selecionadas utilizando o algoritmo Recursive Feature Elimination (RFE). Os resultados mostram que a 
classificação RF final usando amostras coletadas com base no mapa de incerteza e o conjunto de variáveis selecionadas pelo RFE 
apresentou 98,0% de exatidão e redução das incertezas do mapeamento da água superficial em relação à classificação RF com todas as 
variáveis e sem considerar a amostragem baseada na incerteza. 
Palavras-chave: Mapeamento de inundação. Classificador Random Forest. Bandas e índices espectrais. Seleção de variáveis. Entropia 
de Shannon. 
 
ABSTRACT - Traditional classifications present limitations for mapping floods due to mixing the spectral response of water with 
adjacent non-aquatic targets or similar spectral response of non-aquatic targets with water. Furthermore, in general, these classifications 
are evaluated only in terms of overall accuracy without considering the uncertainties in the classification process. Thus, this study 
aimed to integrate uncertainty in the Random Forest (RF) classification process for flood mapping, which guided the sampling process. 
The classification used 21 variables including indices and spectral bands from the Operational Land Imager sensor of the Landsat-8 
satellite. Sampling was performed initially with the selection of points from the visual interpretation of the satellite image and later by 
collecting samples with high Shannon entropy values in the uncertainty map. The variables with the greatest importance for 
classification were selected by the Recursive Feature Elimination (RFE) algorithm. The final RF classification using samples collected 
based on the uncertainty map and with the four selected variables by the RFE presented an accuracy of 98.0% and a reduction of 
uncertainty, which indicates a greater confidence in the spatial representation and quantification of water permanent and temporary 
surface associated with floods. 
Keywords: Flood mapping. Random Forest Classifier. Spectral bands and indices. Variable selection. Shannon Entropy. 
 

INTRODUÇÃO 
As inundações são processos hidrológicos 

importantes para a formação de planícies fluviais 
devido à deposição e acúmulo de sedimentos 

presentes na água extravasada do canal para as 
áreas adjacentes (Goudie, 2004), na interação e 
conectividade eco-hidrológica da biota entre o 
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rio e a planície de inundação (Neiff, 1999), na 
deposição de nutrientes para a fertilização natural 
da planície de inundação (Ogden et al., 2007), na 
participação no ciclo biogeoquímico com recebi-
mento, transporte, acúmulo, deposição nos 
oceanos e retorno do carbono para a atmosfera 
(Aufdenkampe et al., 2011), nas relações com as 
mudanças climáticas (Hirabayashi et al., 2013) e 
para o desencadeamento de desastres naturais 
(Rahman & Di, 2017). 

Neste contexto, o sensoriamento remoto 
fornece dados observacionais espacialmente 
distribuídos e temporalmente frequentes da 
superfície da Terra que podem ser utilizados no 
mapeamento das inundações e monitoramento da 
dinâmica das águas superficiais (Huang et al., 
2018). As imagens multiespectrais de satélites 
são amplamente utilizadas para a detecção da 
água e mapeamento de inundações (Donchyts et 
al., 2016; Pekel et al., 2016; Devries et al., 2017), 
sendo a extensão e a quantificação da inundação 
um dado importante para a calibração e validação 
de modelos hidrológicos (Khan et al., 2011) e 
modelos hidrodinâmicos (Giustarini et al., 2015), 
elaboração de cartografia de risco para prevenção, 
planejamento, monitoramento, alerta e resposta 
face a ocorrência de desastres hidrológicos 
associados à inundações (Campos et al., 2015). 

Entre os métodos aplicados para o mapea-
mento das águas superficiais a partir de imagens 
multiespectrais estão a limiarização de índices 
espectrais de água (Jiang et al., 2014; Xie et al., 
2016; Zhou et al., 2017; Brubacher et al., 2017; 
Wang et al., 2018a; Acharya et al., 2018a; 
Martins et al., 2019), classificações supervisio-
nadas e não supervisionadas baseadas nos dados 
originais (Joyce et al., 2009; Alatorre et al., 2011; 
Franci et al., 2016; Moura et al., 2022). No 
entanto, devido à mistura da resposta espectral da 
água com alvos adjacentes não aquáticos ou da 
resposta espectral similar de alvos não aquáticos 
(sombras de vegetação, relevo ou de estruturas 
urbanas) com a água, ocorrem limitações para a 
diferenciação dos alvos implicando em erros de 
omissão e comissão que reduzem a acurácia 
global do mapeamento (Namikawa et al., 2016). 

A limiarização do histograma da imagem dos 
índices espectrais é um método de processamento 
rápido para o mapeamento da água superficial. 
Os índices espectrais realçam, melhoram a 
distinção entre alvos e facilitam a interpretação e 
a comparação dos dados, tanto qualitativos 
quanto quantitativos (Young et al., 2017).  

No entanto, os índices espectrais têm como 
principal limitação a determinação de um valor 
de limiar ideal para subdividir de forma efetiva 
alvos aquáticos e não aquáticos para o mapea-
mento da água superficial, principalmente em 
áreas inundadas (Jones, 2015; Silveira & Guasselli, 
2019; Totaro et al., 2019; Kordelas et al., 2019). 
Em relação às classificações supervisionadas 
baseadas em estatística, estas podem ser 
complexas justamente devido à esta mistura ou 
similaridade espectral dos alvos não aquáticos 
com a água, necessitando a criação de muitas 
subclasses de mapeamento (Koko et al., 2021). 

O algoritmo de aprendizado de máquina 
(machine learning) para classificação baseado 
em árvores de decisão Random Forest (Breiman, 
2001) tem apresentado bons resultados e alta 
acurácia global ao combinar e integrar diferentes 
tipos de variáveis para o mapeamento da água 
superficial permanente (Ko et al., 2015) ou 
temporária associada a inundações, onde há 
maior mistura da resposta espectral dos alvos 
(Feng et al., 2015, Tulbure et al., 2016). O 
Random Forest, em relação a outros algoritmos 
de aprendizado de máquina, é simples de para-
metrizar, informa a contribuição relativa de cada 
variável para a classificação e fornece a exatidão 
do modelo (Tyralis et al., 2019). 

A avaliação dos resultados das classificações 
é importante, não só em termos de acurácia global, 
mas também quanto às incertezas inerentes ao 
processo de classificação. Isso pode auxiliar na 
identificação de regiões pouco representadas 
(através das amostras) ou indicar a necessidade 
de novos atributos capazes de identificar essas 
feições incertas (Lima & Rennó, 2021).  

A entropia de Shannon (Shannon, 1948) é 
uma métrica que possibilita avaliar a distribuição 
espacial das incertezas oriundas da classificação. 
No entanto, poucos estudos abordam os métodos 
de amostragem, a seleção de variáveis preditoras 
e a avaliação da distribuição espacial das incer-
tezas associadas ao classificador Random Forest 
para melhorar o desempenho da classificação e a 
confiança no mapeamento da água superficial. 

Neste contexto, o objetivo deste estudo foi 
integrar a incerteza no processo de amostragem e 
classificação Random Forest para o mapeamento 
da água permanente e temporária associada a 
inundações considerando: (i) as bandas e índices 
espectrais como variáveis preditoras; (ii) amos-
tragem inicial a partir da interpretação da 
imagem de satélite; (iii) a seleção de variáveis 
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com maior importância para a classificação e; 
(iv) a entropia de Shannon como fonte para 
amostragem e métrica de avaliação de incertezas. 
Área de estudo 

A área de estudo (Figura 1) corresponde a um 
trecho densamente urbanizado, com presença de 
diferentes tipologias de uso do solo e cobertura 
vegetal na planície do Rio dos Sinos, localizado 

entre os municípios de São Leopoldo, Novo 
Hamburgo e Campo Bom na Região Metro-
politana de Porto Alegre (RMPA), estado do Rio 
Grande do Sul. Está situada no médio curso do 
Rio dos Sinos, aproximadamente entre as 
coordenadas 29°40'15"S e 29°46'58"S de latitude 
e 50°59'51"W e 51°10'45"W de longitude, 
abrangendo 218 km2 de extensão.

 

 
Figura 1 - Mapa de localização da área de estudo com a imagem OLI/Landsat-8 de 29/07/2013. 

MATERIAIS E MÉTODOS 
Os métodos foram estruturados e desenvolvidos 

nas seguintes etapas, conforme apresentado no 
fluxograma metodológico (Figura 2): (i) identi-
ficação das variáveis preditoras para o mapeamento 
da água superficial; (ii) processo de amostragem 

de classes relacionadas com alvos aquáticos e 
não aquáticos; (iii) classificação Random Forest; 
(iv) seleção de variáveis mais relevantes para o 
processo de classificação e; (v) avaliação das clas-
sificações e da incerteza (entropia de Shannon). 

 

 
Figura 2 - Fluxograma com os procedimentos metodológicos. 
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Variáveis preditoras 
Como variáveis foram utilizadas as bandas 2 

a 7 do sensor Operational Land Imager (OLI) do 
satélite Landsat-8 e índices espectrais de água. O 

mapeamento das águas superficiais permanentes 
e temporárias na área de estudo corresponde a um 
evento de inundação de grande magnitude 
ocorrido em 30/08/2013 (Figura 3). 

 

 
Figura 3 - Imagem OLI/Landsat-8 (composição 6R5G4B) com a inundação de 30/08/2013. 

Os dados foram adquiridos por meio da 
plataforma Google Earth Engine (Gorelick et al., 
2017) utilizando a linguagem de programação 
JavaScript para a exportação das bandas 
espectrais. Os dados da coleção 2 do Landsat-
8/OLI são disponibilizados pelo United States 
Geological Survey (USGS) em refletância de 
superfície com correção atmosférica processados 
com o Land Surface Reflectance Code (LaSRC) 
(Vermote et al., 2018). O pré-processamento 
incluiu uma etapa complementar no software 
RStudio (RStudio Team, 2020) para a correção 
dos valores negativos nas bandas espectrais e a 
conversão para o intervalo de reflectância de 
superfície (ρ) entre 0 e 1. 

Os índices espectrais obtidos para este estudo 
(Tabela 1) correspondem aos principais índices 
utilizados para o mapeamento da água super-
ficial, como o Tasseled Cap Wetness (TCW) 
(Crist, 1985), Normalized Difference Water 
Index (NDWI) (McFeeters, 1996), Modified 
Normalized Difference Water Index (MNDWI) 
(Xu, 2006), Water Ratio Index (WRI) (Shen & 
Li, 2010), Automated Water Extraction Index 

(AWEI) (Feyisa et al., 2014), Water Index 2015 
(WI2015) (Fisher et al., 2015) e Multi-Band 
Water Index (MBWI) (Wang et al., 2018b). A 
modificação do NDWI a partir da combinação de 
diferentes bandas espectrais do visível e do 
infravermelho possibilitou calcular outros sete 
índices espectrais da água (Ji et al., 2009; Li et 
al., 2013; Acharya et al., 2018b; Lefebvre et al., 
2019). Os índices espectrais foram calculados a 
partir das bandas espectrais no software RStudio 
(RStudio Team, 2020), totalizando 21 variáveis 
preditoras. 
Amostragem 

A amostragem inicial para treinamento e teste 
foi produzida a partir da seleção de pontos 
(pixels) representativos da classe água e classe 
não água com base na interpretação visual dos 
alvos na imagem OLI/Landsat-8 no software 
QGIS versão 3.16.5 (QGIS Development Team, 
2021). A amostragem da classe água foi realizada 
em águas superficiais permanentes e temporárias 
observáveis em diferentes situações na imagem 
de satélite, tais como, água no canal fluvial, 
reservatórios de água e em áreas inundadas.  
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Tabela 1 - Índices espectrais de água e equações para o cálculo 
Índice Equação 
TCW 0,0315 x ρblue + 0,2021 x ρgreen + 0,3102 x ρred + 0,1594 x ρNIR - 0,6806 x ρSWIR1 - 0,6109 x ρSWIR2 

NDWI (ρgreen - ρNIR) / (ρgreen + ρNIR) 
MNDWI (ρgreen - ρSWIR1) / (ρgreen + ρSWIR1) 
NDWI3,7 (ρgreen - ρSWIR2) / (ρgreen + ρSWIR2) 
NDWI2,5 (ρblue - ρNIR) / (ρblue + ρNIR) 
NDWI2,6 (ρblue - ρSWIR1) / (ρblue + ρSWIR1) 
NDWI2,7 (ρblue - ρSWIR2) / (ρblue + ρSWIR2) 
NDWI4,5 (ρred - ρNIR) / (ρred + ρNIR) 
NDWI4,6 (ρred - ρSWIR1) / (ρred + ρSWIR1) 
NDWI4,7 (ρred - ρSWIR2) / (ρred + ρSWIR2) 

WRI (ρgreen + ρred) / (ρNIR + ρSWIR1) 
AWEIsh ρblue + 0,25 x ρgreen - 1,5 x (ρNIR + ρSWIR1) - 0,25 x ρSWIR2 
AWEInsh 4 x (ρgreen - ρSWIR1) - (0,25 x ρNIR + 2,75 x ρSWIR2) 
WI2015 1,7204 + 171 x ρgreen + 3 x ρred - 70 x ρNIR - 45 x ρSWIR1 - 71 x ρSWIR2 
MBWI 2 x ρgreen - ρred - ρNIR - ρSWIR1 - ρSWIR2 

 

Em relação a classe não água, a amostragem 
foi realizada em diferentes tipos de uso do solo e 
cobertura vegetal para garantir alta variabilidade 
espectral dos alvos. Foi coletada a mesma 
proporção de amostragem para cada classe de 
mapeamento, totalizando 240 amostras iniciais 
para treinamento e validação do modelo Random 
Forest (RF) e para avaliação da classificação. O 
conjunto amostral foi subdividido aleatoriamente 
em 70% de amostras para treinamento e 30% de 
amostras para avaliação da classificação. 

Posteriormente, para aumentar e melhorar a 
representatividade amostral foram realizadas 
novas etapas de amostragem. Para aumentar a 
acurácia global e reduzir as incertezas derivadas 
do processo de classificação, foram efetuadas 
novas etapas de amostragem com a seleção de 
novos pontos (pixels) considerando o mapa de 
incerteza (entropia de Shannon) resultante da 
classificação RF. O critério para a seleção de 
novas amostras foi determinado pela amostragem 
em pixels com alta incerteza classificados 
corretamente em relação à classificação inicial 
do Random Forest.  

A fim de obter um bom balanceamento, a cada 
etapa foram adicionadas 10 amostras para cada 
classe de mapeamento, mantendo igual proporção 
de amostragem em cada classe. A cada nova 
etapa de amostragem, 30% das amostras foram 
adicionadas ao conjunto amostral inicial de teste 
e 70% das amostras ao conjunto amostral inicial 
de treinamento para gerar uma nova classificação 
Random Forest com todas as variáveis e uma 
classificação Random Forest com as variáveis 
selecionadas com o algoritmo Recursive Feature 

Elimination (RFE). 
Classificador Random Forest 

O Random Forest (RF) (Breiman, 2001) faz 
parte do grupo de algoritmos supervisionados de 
aprendizado de máquina que utiliza árvores de 
decisão (decision trees) para a classificação e 
regressão dos dados. É um método de apren-
dizado em conjunto (ensemble-learning) que 
gera múltiplas classificações e agrega seus 
resultados ao final do processo.  

O Random Forest utiliza o método de ensaca-
mento (bagging), no qual cada árvore de decisão 
é construída independentemente a partir de um 
subconjunto de amostras D1, D2, Dk (bootstrap) 
selecionado de forma aleatória de uma parte do 
conjunto de dados de entrada (D). No final, 
uma votação por maioria simples (Figura 4) é 
encaminhada para a predição final (Liaw & 
Wiener, 2002). 

Para a construção de cada árvore do Random 
Forest, parte das amostras de treinamento não é 
selecionada no conjunto de amostras (bootstrap), 
representando cerca de um terço das amostras de 
treinamento (Breiman, 2001). Esse conjunto de 
amostras não utilizadas é definido como amostras 
Out-Of-Bag (OOB). O conjunto de amostras 
OOB de cada árvore de decisão é agregado e 
fornece a taxa de erro OOB que é utilizada para 
a validação do modelo (Liaw & Wiener, 2002). 

Em relação aos parâmetros do RF, pode-se 
definir o número de variáveis que serão sorteadas 
aleatoriamente para cada nó da árvore de decisão 
comumente denominado mtry e o número de 
árvores de decisão comumente denominado ntree 
que serão geradas pelo modelo.  
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Figura 4 - Classificação Random Forest. Fonte: Adaptado de Wang et al. (2015). 

 

O valor para o parâmetro mtry foi definido pela 
raiz quadrada do número de variáveis de entrada 
e para o ntree foi definido 500 árvores de decisão 
(Belgiu & Dragut, 2016). A execução do algoritmo 
RF foi realizada com o pacote randomForest 
(Liaw & Wiener, 2022) em linguagem R (R Core 
Team, 2021) no RStudio (RStudio Team, 2020). 
Para a classificação, o pacote randomForest 
utiliza o índice Gini como critério para as 
divisões de nós (splitting) nas árvores de decisão 
(Liaw & Wiener, 2022 
Seleção de variáveis 

Uma grande quantidade de variáveis em 
modelos preditivos como o Random Forest pode 
conter variáveis altamente correlacionadas que 
aumentam o custo computacional relativo ao 
processamento e armazenamento sem contribuir 
significativamente para o aumento da acurácia da 
classificação final. Além disso, reduzir o número 
de variáveis no modelo pode ajudar na melhoria 
do entendimento da relação entre as variáveis e o 
fenômeno de interesse.  

Neste estudo, foi utilizado o método de seleção 
de variáveis Recursive Feature Elimination 
(RFE) proposto por Guyon et al. (2002) com o 
objetivo de melhorar o desempenho do modelo 
para a classificação. Yagmur et al. (2019), por 
exemplo, obtiveram resultados satisfatórios empre-
gando o RFE para selecionar variáveis represen-
tadas por bandas e índices espectrais para o 
mapeamento de águas superficiais. 

O RFE é um algoritmo que seleciona as 
variáveis mais relevantes para a classificação. O 
RFE aplica um processo de seleção reversa 
(stepwise backward) para encontrar a combi-
nação ideal de variáveis. Primeiro, constrói-se 
um modelo baseado em todas as variáveis e 
calcula-se a importância de cada uma para o 
modelo. Em seguida, ordenam-se as variáveis 
removendo as de menor importância de forma 
iterativa com base nas métricas de avaliação do 
modelo (exatidão e índice Kappa).  

Este processo continua até que um menor 

subconjunto de variáveis é selecionado no modelo 
final quando a exatidão atinge o nível máximo 
(Bulut, 2021). O RFE identifica variáveis impor-
tantes e elimina variáveis com baixa importância 
que não estão suficientemente associadas à 
discriminação das classes de interesse (Kuhn & 
Johnson, 2019). 

Dessa forma, as variáveis selecionadas pelo 
RFE são utilizadas como um novo conjunto de 
dados no modelo RF. O RFE foi calculado com a 
função rfeControl do pacote caret (Kuhn, 2022) 
no software RStudio (RStudio Team, 2020). Para 
a seleção de variáveis com o RFE foi utilizada a 
validação cruzada (k-fold) dividindo o conjunto 
amostral em 10 subconjuntos, sendo 80% das 
amostras para treinamento e 20% para teste em 
cada etapa de amostragem. 
Medida de Incerteza da Classificação 

A identificação das fontes de incertezas e sua 
quantificação torna-se um aspecto importante 
para a seleção do método ou modelo mais 
adequado para a redução da subestimação ou 
superestimação no mapeamento das inundações 
(Teng et al., 2017). Um dos índices usados para 
avaliar as incertezas espacialmente distribuídas é 
a medida de entropia de Shannon (E), derivada 
da teoria da informação (Shannon, 1948): 

 
onde, 𝑝𝑝𝑝𝑝 é a probabilidade associada a classe 𝑝𝑝 e 
n é o número de classes. A partir do cálculo da 
entropia de Shannon no software RStudio 
(RStudio Team, 2020), obteve-se o mapa com a 
distribuição espacial da incerteza derivada do 
processo de classificação com o Random Forest. 
Avaliação das classificações 

A partir do conjunto amostral, 30% de amostras 
independentes foram utilizadas como teste para a 
avaliação final da classificação, garantindo uma 
amostragem mínima de teste superior a 30 amostras, 
conforme recomendado por Congalton (1991). 
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Para a avaliação final dos mapas oriundos das 
classificações, foi utilizada a matriz de confusão 
considerando apenas duas classes (Tabela 2), 
sendo que a classe água corresponde ao positivo 

e a classe não água corresponde ao negativo. 
A partir da matriz de confusão foram extraídas 

as seguintes métricas para medir e comparar o 
desempenho das classificações:

 

Tabela 2 - Matriz de confusão 
  Referência 
  Positivo (água) Negativo (não água) 

Classificação 

Positivo 
(água) 

Verdadeiro 
Positivo (VP) 

Falso 
Positivo (FP) 

Negativo 
(não água) 

Falso 
Negativo (FN) 

Verdadeiro 
Negativo (VN) 

 

 
 

Para a avaliação do desempenho e comparação 
entre as classificações RF foram utilizadas as 
métricas ROC (Receiver Operating Characteristics) 
e AUC (Area Under the Curve), conforme descrito 
por Fawcett (2006). A ROC é um gráfico calcu-
lado em função da taxa verdadeira positiva (plotada 
no eixo Y) e taxa de falso positivo (plotada no 
eixo X). A AUC resume a linha do gráfico da 
curva ROC em um único valor e varia de 0,5 
(classificador completamente aleatório) a 1,0 
(classificador perfeitamente discriminador). As 
classificações RF foram realizadas até a etapa em 

que não ocorreu mais melhoria no desempenho 
do mapeamento com as métricas de avaliação. 

A avaliação e quantificação da distribuição 
espacial das incertezas foram efetuadas a partir 
da amostragem aleatória com 10.000 pontos nos 
mapas com a diferença da entropia de Shannon 
entre as classificações RF. A partir da referida 
amostragem foram gerados gráficos de frequência 
relativa acumulada e de dispersão das amostras 
(boxplot) para a visualização da distribuição e 
quantificação das incertezas derivadas do 
processo de classificação Random Forest.

RESULTADOS E DISCUSSÕES 
Classificação Random Forest 
Avaliação dos modelos Random Forest 

A classificação inicial RF com 168 amostras 
de treinamento (etapa 1) e 21 variáveis apresentou 
uma taxa de erro OOB de 2,38% (modelo RF 
inicial). A classificação RF com a amostragem 
inicial (etapa 1) e com a seleção de variáveis pelo 
RFE manteve a taxa de erro OOB em 2,38% 
(modelo RF inicial RFE). Já o aumento da amos-
tragem considerando como referência o mapa de 
incerteza resultante da classificação inicial com o 
RFE resultou na redução da taxa de erro OOB 
(Tabela 3). A menor taxa de erro OOB foi para a 

modelo RF com 238 amostras de treinamento 
(etapa 6) que apresentou 1,68% (modelo RF final) 
e 0,00% (modelo RF final RFE). O comparativo 
entre as taxas de erro OOB pelo modelo RF 
inicial e modelo RF final indica a tendência geral 
de estabilização do erro após 100 árvores de 
decisão (Figura 5).  

No modelo RF inicial, modelo RF inicial RFE 
e modelo RF final, a taxa de erro OOB inicia com 
instabilidade e após 100 árvores de decisão tende 
a estabilizar. Já no modelo RF final RFE a 
estabilidade da taxa de erro OOB ocorre antes de 
50 árvores de decisão. 
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Tabela 3 - Métricas de avaliação de acordo com amostragem em cada etapa 

Etapa Número total 
de amostras 

Número de amostras 
de treinamento OOB com todas variáveis OOB com variáveis 

selecionadas (RFE) 
1 240 168 2,38% 2,38% 
2 260 182 2,20% 1,65% 
3 280 196 2,04% 0,51% 
4 300 210 0,95% 0,95% 
5 320 224 1,34% 0,45% 
6 340 238 1,68% 0,00% 
7 360 252 1,98% 0,00% 

 

 
Figura 5 - Gráfico com a taxa de erro OOB em relação ao número de árvores de decisão. 

No modelo RF final (etapa 6), as variáveis 
mais importantes para a classificação baseadas 
na métrica redução média da acurácia foram, por 
ordem de importância, o NDWI4,7, MBWI, 
AWEISH, NDWI3,7 e WI2015 (Figura 6). A 
seleção de variáveis pelo RFE identificou no 
modelo RF final que o conjunto representado pelo 
NDWI4,7, MBWI, WI2015 e NDWI3,7 apresentou 

a maior exatidão para a classificação 
Destaca-se que índices espectrais amplamente 

utilizados para o mapeamento da água super-
ficial, como o NDWI e MNDWI, apresentaram 
baixa importância no modelo para a predição 
das classes de mapeamento da água superficial 
do evento de inundação analisado na área de 
estudo. 

 
Figura 6 - Redução média da acurácia das variáveis preditoras no modelo Random Forest final (etapa 6). 

Avaliação das classificações Random Forest 
A classificação com o modelo RF inicial 

(Figura 7a) apresentou bom desempenho no 
mapeamento. 

No entanto, há ocorrência de falsos positivos 
em áreas urbanas devido à presença de sombras 

oriundas de edificações verticalizadas, implicando 
em superestimação da classe água nestas áreas. 
Com a seleção de variáveis pelo RFE no modelo 
RF inicial (Figura 7b) estes falsos positivos não 
foram removidos de forma significativa nas áreas 
destacadas nos mapas. 
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A classificação RF final (Figura 8a) e a classi-
ficação RF final com RFE (Figura 8b) resultou 
em maior remoção de falsos positivos nas áreas 

urbanas com edificações verticalizadas, porém, 
não eliminando totalmente os falsos positivos da 
classe água nas áreas destacadas nos mapas.

 

 
Figura 7 - Classificação Random Forest inicial (a) e classificação Random Forest inicial com RFE (b). 
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Figura 8 - Classificação Random Forest final (a) e classificação Random Forest final com RFE (b). 

A comparação da avaliação das classificações 
Random Forest (Figura 9) mostrou que a classifi-
cação RF final com as variáveis selecionadas pelo 
RFE apresentou melhor desempenho em relação 

às métricas de exatidão (98,0%), sensibilidade 
(96,1%), precisão (100%) e F1-Score (98,0%). 

Em relação à avaliação dos erros (Figura 10), a 
classificação Random Forest final com as variáveis  
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Figura 9 - Métricas de avaliação da classificação. 

 

 
Figura 10 - Avaliação dos erros da classificação. 

selecionadas pelo RFE apresentou os menores 
erros de omissão na classe água (3,9%) e na 
classe não água (0,0%) e menores erros de 
comissão na classe água (0,0%) e classe não água 
(3,8%), resultando na redução da subestimação e 
superestimação das classes de mapeamento. 
Análise da ROC e AUC das classificações 

No gráfico ROC (Figura 11) que compara o 
desempenho das quatro classificações Random 
Forest, é possível observar que a curva da 
classificação RF final RFE representou o 

classificador com melhor desempenho. Este 
desempenho também é demonstrado pela AUC 
que na classificação RF inicial correspondeu a 
0,833 e na classificação RF final RFE foi de 
0,980.  

Dessa forma, os resultados das métricas de 
avaliação com amostras independentes indicam 
um bom desempenho da classificação RF final 
RFE para o mapeamento das águas superficiais 
permanentes e temporárias associadas às inun-
dações na área de estudo. 

 
Figura 11 - Gráfico da ROC e valor da AUC comparando as classificações Random Forest. 
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Análise da Incerteza 
Análise da distribuição espacial da incerteza 

Nos mapas de incerteza derivados das classifi-
cações RF (Figura 12), em geral, predominam 
baixos valores de entropia indicando boa confiança 
para o mapeamento da água superficial. 

Entretanto, a presença mais expressiva de 
altos valores de entropia de Shannon ocorre na 
classificação RF inicial (Figura 12a), indicando 
maior incerteza em áreas inundadas (I), transição 
entre área inundada e área não inundada (II) e 
área não inundada (III).  

 

 
Figura 12 - Mapa de incerteza (entropia de Shannon) da classificação RF inicial (a) e inicial RFE (b). 

A classificação RF inicial com a seleção de 
variáveis com o RFE (Figura 12b) visualmente 
resultou em baixa redução da entropia de 

Shannon nas áreas com maiores incertezas em 
relação à classificação RF inicial com todas as 
variáveis. 



 

São Paulo, UNESP, Geociências, v. 41, n. 4, p. 905 - 925, 2022  917 

No mapa de incerteza derivado da classificação 
RF final (Figura 13a) ocorre redução da entropia 
de Shannon em relação ao mapa de incerteza da 
classificação RF inicial, porém ainda com 
presença de áreas com alta entropia. A 

distribuição espacial com as menores incertezas 
resultou da classificação RF final RFE (Figura 
13b), indicando uma classificação com maior 
confiança para o mapeamento da água superficial 
associada às inundações.

 
Figura 13 - Mapa de incerteza (entropia de Shannon) da classificação RF final (a) e final RFE (b). 

O classificador RF final RFE conseguiu 
determinar a classificação com alto nível de 
certeza principalmente nas áreas inundadas onde 

a mistura da resposta espectral da água com alvos 
adjacentes não aquáticos é mais comum e onde 
ocorre maior variabilidade de uso do solo e 
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cobertura vegetal na área de estudo. 
Conforme observa-se na figura 14, nos terrenos 

inundados as maiores incertezas ocorrem em 
trechos com vegetação arbustiva ou arbórea ciliar 
(I-A) e em áreas com vegetação arbustiva (I-B); 
na transição entre terrenos inundados e não 

inundados em áreas com vegetação de gramíneas 
(II-A), áreas com vegetação arbustiva e arbórea 
(II-B) e com presença de áreas urbanas (II-C) e; 
nos terrenos não inundados com edificações 
verticalizadas em áreas densamente urbanizadas 
(III-A).

 

 
Figura 14 - Exemplos de áreas com alta incerteza (entropia de Shannon) nas classificações RF. 

 
A frequência relativa acumulada (Figura 15) 

obtida a partir da amostragem aleatória de 10.000 
pontos nos mapas de incerteza derivados das classi-
ficações RF, indica que: a porcentagem de amostras 
que apresentou valor de entropia de Shannon 

abaixo de 0,1 foi de 90,4% no mapa de entropia 
inicial; 91,1% no mapa de entropia inicial RFE; 
91,9% no mapa de entropia final e 96,7% no mapa 
de entropia final RFE, sendo este último o mapea-
mento que apresentou maior grau de certeza. 
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Figura 15 - Gráfico da frequência relativa acumulada com base na amostragem aleatória de 10.000 pontos nos mapas de 
incerteza das classificações RF. 
Análise das diferenças de incertezas entre as 
classificações 

Em geral, nos mapas das diferenças de incer-
teza predominam áreas sem alterações no valor 
de entropia entre as classificações (Figura 16). 

No mapa da diferença de entropia de Shannon 
entre a classificação RF inicial e a classificação 
RF inicial RFE (Figura 16a) observa-se maior 
presença de áreas com redução da incerteza (inter-
valo entre -0,2 e 0,0) nos terrenos não inundados 
(III), em contraposição com a presença de áreas 
com aumento de incerteza (intervalo entre 0,0 e 
0,2) nos terrenos inundados (I) e na transição 
entre terrenos (II). 

O mapa da diferença de entropia entre a 
classificação RF inicial e a classificação RF final 
(Figura 16b) é caracterizado pelo aumento da 
incerteza (intervalo entre 0,0 e 0,2) nos terrenos 
não inundados (III) e pela maior redução da 
incerteza (intervalo entre -0,2 a 0,0 e inferior a -
0,2) nos terrenos inundados (I) e na transição 
entre os terrenos (II). 

No mapa de diferença de entropia entre a 
classificação RF inicial e a classificação RF final 
RFE (Figura 16c), observa-se a maior redução de 
incerteza (intervalo entre -0,2 e -0,4 e inferior a -
0,4), principalmente nos terrenos inundados (I) e 
na transição entre os terrenos (II). Já nos terrenos 
não inundados (III) observa-se a redução da 
entropia principalmente no intervalo entre -0,2 e 
0,0. Em termos gerais, a redução da incerteza foi 
mais significativa nos terrenos inundados (I) e na 
transição entre os terrenos (II) em relação aos 
terrenos não inundados (III) localizados em áreas 
urbanas. A redução da incerteza (Figura 17) foi 
maior nas áreas inundadas (I-A e I-B) e na 
transição entre áreas inundadas e não inundadas 

(II-A, II-B e III-C), caracterizadas pela mistura 
da resposta espectral da água com alvos adja-
centes não aquáticos. A redução da incerteza nestas 
áreas contribuiu para eliminar pixels classificados 
incorretamente como não água (falsos negativos), 
promovendo a classificação correta desses pixels 
na classe água 

Nas áreas não inundadas com presença de 
edificações verticalizadas em locais densamente 
urbanizados (III-A), caracterizadas pela maior 
presença de alvos com resposta espectral similar 
a água (sombra e pavimento asfáltico), a redução 
das incertezas foi menor em relação às áreas 
inundadas, resultando na remoção parcial de pixels 
classificados incorretamente como água (falsos 
positivos). Nestas áreas, pode ocorrer ainda a mis-
tura da resposta espectral de diferentes alvos urba-
nos que podem resultar na resposta similar à da 
água, aumentando a confusão entre as classes e 
contribuindo para a ocorrência de falsos positivos. 

A frequência relativa acumulada (Figura 18) 
calculada a partir da amostragem aleatória de 
10.000 pontos nos mapas de diferença de 
incerteza derivados das classificações RF indica 
que: no mapa de diferença entre a entropia inicial 
e entropia inicial RFE 15,7% das amostras 
apresentaram valor abaixo de zero; no mapa de 
diferença entre a entropia inicial e entropia final 
13,8% das amostras apresentaram valor abaixo 
de zero e; por fim, no mapa de diferença entre a 
entropia inicial e entropia final RFE a porcen-
tagem de amostras que apresentou valor abaixo e 
zero foi de 20,6%, indicando uma maior redução 
na incerteza do mapeamento ao considerar na 
classificação uma amostragem modificada a 
partir da entropia e um subconjunto de variáveis 
selecionadas.  
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Figura 16 - Mapa de diferença de incertezas (entropia de Shannon) da classificação RF inicial e classificação RF inicial 
RFE (a), classificação RF inicial e final (b) e classificação RF inicial e final RFE (c). 
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Figura 17 - Exemplo de áreas com diferenças de incerteza nas classificações RF. 

 

 
Figura 18 - Gráfico da frequência relativa acumulada com base na amostragem aleatória de 10.000 pontos nos mapas 
com a diferença de incerteza das classificações RF. 
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Destaca-se que a maior porcentagem das 
amostras está associada ao valor de diferença de 
entropia igual à zero. 

A quantificação das diferenças de incerteza (Fi-
gura 19) com a amostragem aleatória de 10.000 
pontos sobre o mapa da diferença da entropia de 
Shannon da classificação RF inicial e da classifi-

cação RF inicial RFE totalizou uma redução de 
incerteza em 1.570 amostras com valor de diferença 
de entropia inferior a zero e aumento de incerteza 
em 568 amostras com valor de diferença superior 
a zero. Um total de 7.862 amostras apresentou 
valor igual à zero, indicando que nestes pontos 
não ocorreu alteração na entropia de Shannon.

 

 
Figura 19 - Gráfico (boxplot) da amostragem aleatória nos mapas de diferença de entropia de Shannon. 

 
Em relação à diferença de entropia de Shannon 

entre a classificação RF inicial e classificação RF 
final, houve uma redução de incerteza em 1.379 
amostras e aumento de incerteza em 1.612 
amostras. Em 7.009 amostras não ocorreu 
alteração na entropia de Shannon.  

A redução de entropia foi mais expressiva 
entre a classificação RF inicial e a classificação 
RF final RFE com redução do valor em 2.063 
amostras e o aumento do valor em 52 amostras, 
o que indica maior confiabilidade no processo de 
classificação com o Random Forest empregando 
o aumento da amostragem juntamente com a 

seleção de variáveis. Um total de 7.885 amostras 
apresentou valor igual à zero, indicando que 
nestes pontos não ocorreu alteração na entropia de 
Shannon. A amostragem aleatória estratificada 
de 10.000 pontos sobre a classificação RF final 
RFE e o mapa da diferença entre a classificação 
RF inicial e a classificação RF final RFE indicam 
que a redução da entropia foi mais significativa 
na classe água com 2.545 amostras com valor de 
diferença de entropia inferior a zero (Figura 20).  

Dessa forma, o mapeamento da classe água 
apresenta maior confiança na classificação RF 
final RFE, quando comparada à classe não água.

 

 
Figura 20 - Gráfico (boxplot) da amostragem aleatória para as classes em relação à diferença de entropia de Shannon. 
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CONCLUSÕES 
A integração da incerteza para a classificação 

Random Forest com bandas e índices espectrais 
foi aplicada neste estudo para o mapeamento da 
água superficial permanente e temporária 
associada a um evento de inundação de grande 
magnitude em áreas com presença de diferentes 
tipologias de uso do solo e cobertura vegetal.  

As variáveis propostas representadas pelas 
bandas espectrais e índices espectrais, a seleção 
de variáveis com o algoritmo Recursive Feature 
Elimination (RFE) e o método de amostragem 
considerando o mapa de incertezas derivado da 
entropia de Shannon, de acordo com as métricas 
de avaliação empregadas, apresentaram bom 
desempenho (exatidão total de 98,0%) para o 
mapeamento da água superficial.  

Além disso, o RF permitiu identificar e filtrar 
as variáveis mais importantes para a classificação, 
entre as 21 variáveis preditoras, quatro delas foram 
suficientes para o processo de classificação 
apresentar alta acurácia. Em geral, a classificação 
RF resultou em baixos erros de comissão de 
água, evitando a superestimação da água. 

A entropia de Shannon mostrou-se uma métrica 
adicional importante para avaliar o desempenho 
das classificações RF. A análise e avaliação das 

incertezas espacialmente distribuídas constituíram 
uma fonte de recurso para amostragem e uma 
métrica importante para garantir a confiabilidade 
do processo de classificação, principalmente por 
destacar elementos do terreno onde a classi-
ficação não foi satisfatória.  

A coleta de amostras nestes pontos contribuiu 
para melhorar o desempenho da classificação e 
para reduzir as incertezas aumentando a con-
fiança do mapeamento da água superficial, melho-
rando a representação espacial e a quantificação 
das classes de mapeamento. Em relação aos pixels 
classificados incorretamente como água em áreas 
urbanas, o aumento do número de variáveis e da 
amostragem poderia reduzir ou eliminar de 
forma mais efetiva estes falsos positivos.  

Dessa forma, a classificação RF pode ser uma 
alternativa confiável de mapeamento em relação 
às classificações tradicionais baseadas apenas na 
limiarização de índices espectrais ou classificação 
baseada nas estatísticas das bandas espectrais. 
Enfatiza-se que o mapeamento da água superficial 
neste estudo utilizou dados espectrais detectados 
pelo sensor óptico, não classificando, portanto, a 
presença de água superficial abaixo do dossel 
florestal ou sob estruturas urbanas.
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