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Ask Smart to Get Smart: Mathematische Ausgaben generativer KI-
Sprachmodelle verbessern durch gezieltes Prompt Engineering

Sebastian Schorcht, Lukas Baumanns, Nils Buchholtz, Judith Huget, Franziska Peters
und Maximilian Pohl

Der Beitrag beschäftigt sich mit den derzeitigen mathe-
matischen Fähigkeiten des generativen KI-Spachmodells
ChatGPT in Bezug auf das Lösen mathematischer Pro-
bleme. Um für den schulischen Nutzen des Modells die
Zuverlässigkeit und Nachvollziehbarkeit von mathema-
tischen Ausgaben zu optimieren, stellen wir im Beitrag
unterschiedliche Prompt-Techniken vor und untersuchen
ihren Effekt in Modellvalidierungen anhand einer arith-
metischen und einer algebraischen Problemlöseaufgabe.

Einleitung

Obwohl generative KI-Sprachmodelle wie ChatGPT
(erreichbar unter der URL chat.openai.com) bereits
unterschiedliche und auch komplexe mathemati-
sche Aufgaben korrekt bearbeiten können, treten
auch bei zum Teil einfachen Aufgaben derzeit noch
Schwierigkeiten in Bezug auf eine verlässliche kor-
rekte Lösung auf. Die jeweiligen Outputs sollten
stets auf ihre Richtigkeit hin überprüft werden
(Buchholtz et al., 2023). Hier hat sich jedoch in
den letzten Monaten einiges getan: Mittlerweile
wurde das ChatGPT zugrunde liegende Sprachmo-
dell von GPT-3.5 auf die neueste Version GPT-4
verbessert, was das Problem allerdings noch nicht
gelöst hat (Schönthaler, 2023). Im Gegensatz zu der
Vorgängerversion GPT-3.5 erzielt GPT-4 aber deut-
lich bessere Ergebnisse im mathematischen Bereich
(openai.com/research/gpt-4)1. In diesem Beitrag
wollen wir klären, wie es aktuell um die mathe-
matischen Fähigkeiten von ChatGPT steht, um an-
schließend mit der neu entwickelten Methode des
Chain-of-thought-Prompting (Liu et al., 2021; Wei
et al., 2023) einen Weg aufzuzeigen, die mathema-
tischen Argumentationsfähigkeiten durch die ge-
zielte Modellierung von Eingaben (auch Prompt
Engineering genannt) zu verbessern und die Out-
puts von ChatGPT so transparenter zu gestalten.

Mathematische Fähigkeiten der aktuellen Version
von ChatGPT

Am 14. März 2023 veröffentlichte das US-ameri-
kanische Unternehmen Open AI mit GPT-4 (Gene-

rative Pretrained Transformer) die vierte Version sei-
nes generativen KI-Sprachmodells. Bei GPT-4 han-
delt es sich um ein auf künstlicher Intelligenz basie-
rendes Large Language Modell, welches über die
Schnittstelle ChatGPT Inhalte menschlicher Sprache
(und inzwischen auch Bilder) versteht und diese an-
hand stochastischer Prozesse automatisch vervoll-
ständigt (Paaß, 2022). Das Modell GPT-4 wurde wie
seine Vorgänger auf einer Basis riesiger Trainingsda-
ten aufgebaut. Die Analyse dieser Trainingsdaten
verfolgt das Ziel der Muster- und Beziehungser-
kennung, um auf menschliche Eingaben passende
(menschliche) Antworten zu generieren. Die Größe
der Trainingsdaten des 2020 veröffentlichten Vor-
gängermodells GPT-3 beläuft sich auf 175 Milliar-
den Parameter (Floridi & Chiriatti, 2020), zum ak-
tuellen Modell ist jedoch in dieser Hinsicht nichts
bekannt.

Zur Ermittlung und zum Vergleich ihrer Fähig-
keiten werden generative KI-Sprachmodelle nach
Eingabe der Trainingsdaten u. a. verschiedenen,
für Menschen entwickelten Tests unterzogen. So
wurde GPT-4 von der Firma Open AI (2023) un-
ter anderem mit dem SAT Evidence-Based Rea-
ding & Writing und dem SAT Math Test getestet.
Bei beiden Tests handelt es sich um vor allem im
US-amerikanischen Raum genutzte Prüfungen, um
die Studierfähigkeit von Personen einzuschätzen.
Im sprachlichen Test erlangte das generative KI-
Sprachmodell eine Punktzahl von 710 von 800 mög-
lichen Punkten; im Mathematiktest eine Punktzahl
von 700 von 800 Punkten. Im Gegensatz zu den
Ergebnissen von GPT-3.5 (SAT Reading & Writing:
670 von 800; SAT Math: 590 von 800) konnte GPT-4
hier besonders im Bereich der Mathematik seine
ohnehin schon beachtliche Punktzahl noch einmal
verbessern (Open AI, 2023).

Derzeit werden die Möglichkeiten und Heraus-
forderungen von generativen KI-Sprachmodellen
intensiv und kontrovers im schulischen Bildungs-
kontext und in der Hochschullehre diskutiert (Buch-
holtz et al., 2023; Cherian et al., 2022; Dauscher,
2019; Floridi & Chiriatti, 2020; Lample & Charton,
2019; Lutz-Westphal, 2023; Oldenburg, 2023; Stre-

1 GPT-4 ist aktuell in der Bezahlversion ChatGPT Plus zugänglich oder kostenlos in der neuesten Version der Suchmaschine Microsoft
Bing.

https://chat.openai.com/chat
https://openai.com/research/gpt-4
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Abbildung 1. Prompts (Input) zur Eier-Aufgabe (links) sowie Körpergrößenaufgabe (rechts) und die generierte Antwort (Output) von
GPT-4

cker, 2020; Weßels, 2023a). In den geführten De-
batten zu den Potenzialen und den Gefahren der
Technologie spielt unter anderem das sogenann-
te KI-Black-Box-Problem eine Rolle, das sich dar-
auf bezieht, dass nach einer Eingabe eines sprach-
lichen Prompts nicht ersichtlich ist, wie die KI
den Input mit Mitteln des maschinellen Lernens
verarbeitet und letztlich einen Output generiert
(Herm et al., 2021). Dies kann beispielsweise zur
Reproduktion unbewusster Vorurteile und anderer
(menschlicher) Denkfehler, sog. Bias führen, die das
KI-Sprachmodell aus seinen Trainingsdaten über-
nimmt. Als Beispiel rufen wir die Eier-Aufgabe in
Erinnerung, bei der GPT-3.5 in unserem Test noch
eine durch die Fehlannahme von Proportionalität
geprägte Ausgabe ausgab (vgl. Buchholtz et al.,
2023). GPT-4 generiert nun im Versuch deutlich bes-
sere Ergebnisse und löst die Aufgabe entsprechend
(Abb. 1 links). Letztlich lässt sich durch das KI-
Black-Box-Problem aber auch die Verwunderung
über falsche Lösungen (oft) einfacher mathema-
tischer Aufgaben ausdrücken. Manche Eingaben
kann GPT-4 noch immer nicht einwandfrei und
korrekt bearbeiten. Als Beispiel dient eine Aufgabe
aus Ott (2018), in der die Körpergröße von Paul
bestimmt werden soll (Abb. 1 rechts).

Vorbehalte gegen den Nutzen der Technologie
bestehen für das Fach Mathematik trotz der Ver-
besserung der Modelle also nach wie vor durch
die fehlende mathematische Exaktheit der durch
die Modelle ausgegebenen Outputs und die feh-
lende Überprüfbarkeit der Lösungswege der aus-
gegebenen Antworten – was speziell bei schwieri-
gen mathematischen Problemen relevant wird. Mo-
mentan ist es folglich auch mit GPT-4 nur in be-
stimmten Fällen möglich, die mathematische Ant-
wort auf eine Aufgabe verlässlich zu bestimmen.
Umso wichtiger erscheint daher ein produktiver

und kritischer Umgang mit KI-Sprachmodellen im
Mathematikunterricht. Diese können zum jetzigen
Zeitpunkt z. B. durchaus als Ideengeber verwen-
det werden (etwa im Rahmen des Problem-Posing),
was allerdings nicht der notwendigen mathemati-
schen Basiskompetenzen seitens der Schülerinnen
und Schüler entbehrt, um die mathematischen Ant-
worten anschließend auf ihre Korrektheit hin zu
überprüfen. Weßels (2023b) schlägt vor, dass KI-
Sprachmodelle daher als Wegbereiter zu einem End-
produkt verwendet werden können. Dementspre-
chend sind KI-Sprachmodelle durchaus als Hilfs-
mittel im Lösungsprozess, etwa beim Bearbeiten
von Problemlöseaufgaben, nutzbar. Mit den Worten
von Weßels (2023b, S. 5): Die „Maschine recher-
chiert und bereitet vor, [der] Mensch steuert den
Prozess und ,finalisiert‘ den Text.“ Dazu erscheint
es uns insbesondere hilfreich, dem KI-Sprachmodell
eine genauere Darlegung seiner mathematischen
Lösungswege zu entlocken und so dem KI-Black-
Box-Problem entgegenzuwirken.

Produktiver Nutzen der Technologie durch
Techniken des Prompt Engineering

Um die mathematischen Argumentationen von
ChatGPT zu verbessern, stellen wir in diesem Bei-
trag Techniken vor, die dem Ansatz des Prompt En-
gineering des Natural Language Processing (NLP)
entstammen. Dabei wird das Zero-shot-Learning
(Brown et al., 2020; Kojima et al., 2022) und Few-shot-
Learning in Kombination mit dem Chain-of-thought-
Prompting (Liu et al., 2021; Wei et al., 2023) und
einer Abwandlung des Ask-me-Anything-Prompting
(Arora et al., 2023) genutzt.

In vielen Fällen können Prompt-Techniken
ohne spezielles Training des generativen KI-
Sprachmodells für Inputs verwendet werden und
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Abbildung 2. Beide Möglichkeiten eines Prompts im Zero-shot-Szenario (links) und Few-shot-Szenario (rechts) nach Liu et al. (2021)

liefern für einfache mathematische Fragen durch-
aus passable Outputs – wir nehmen an, dies ent-
spricht dem Regelfall einer Eingabe etwa von
Schülerinnen und Schülern. Diese Inputs werden
als Zero-shot-Szenario bezeichnet, da die Prompt-
Formulierung keine zusätzlichen Trainingsdaten
für die betreffende Aufgabe enthält (Abb. 2). Das
generative KI-Sprachmodell gibt dann anhand sei-
ner ursprünglichen allgemeinen Trainingsdaten ei-
ne entsprechend wahrscheinliche Antwort. Es gibt
allerdings auch Techniken, passgenaue Trainings-
daten in Prompts zu verwenden, um das Modell
bereits mit dem Input zu trainieren und den Out-
put zu optimieren. Diese Trainingsdaten können
dabei durchaus schon aus einer sehr kleinen An-
zahl von Beispielen zur Modellbildung bestehen,
was als Few-shot-Szenario bezeichnet wird (Abb. 2).

Das generative KI-Sprachmodell nutzt in diesem
Fall wie bei einem Worked-out-Example (Renkl,
2002) die eingegebenen Trainingsdaten im Prompt,
um eine entsprechende Antwort mit größerer Ge-
nauigkeit auszugeben (sog. Few-shot-Learning). Ein
n-shot-Prompt enthält in der Regel n Beispiele von
Input-Output-Paaren, die als „Shots“ bezeichnet
werden. Trainingsbasierte Prompt-Techniken sind
also insbesondere nützlich, wenn es nicht genug
Trainingsdaten gibt, um einen gewünschten Output
auf einen Input mit einer verlässlichen Genauigkeit
zu generieren. Daher ist die Verwendung von Few-
shot-Learning besonders effektiv, um das Modell in
die richtige Richtung zu lenken, und erste Studien
zeigen tatsächlich eine höhere Genauigkeit bei der
Beantwortung mathematischer Fragen (Drori et al.,
2022; Liu et al., 2021). Große KI-Sprachmodelle wie
GPT-4 bieten die Möglichkeit des kontextbezoge-
nen Few-Shot-Learning innerhalb der Anwendung
wie ChatGPT meist schon an. Anstatt für jede neue
Eingabe das generative KI-Sprachmodell neu abzu-
stimmen, kann das Modell einfach mit Shots „an-
gewiesen“ werden (Brown et al., 2020). Der erste
Shot des generativen KI-Sprachmodells beeinflusst
somit die weiteren Ausgaben. Dies hat zum Vorteil,
dass Anweisungen nicht jedes Mal neu formuliert

werden müssen, sondern diese vom generativen KI-
Sprachmodell bei weiteren Ausgaben berücksich-
tigt werden. Beispielsweise kann eine erste Eingabe
lauten: „Addiere mir die folgenden Zahlen: 20, 45,
234“. Das generative KI-Sprachmodell führt dies
aus und gibt z. B. „Die Summe der Zahlen 20, 45

und 234 beträgt 299.“ aus. Im Folgenden können
beliebige Zahlen eingegeben werden („36, 5078, 345,
21“), der Output ist, beeinflusst durch den ersten
Shot, immer eine Summe dieser Zahlen (Output
z. B. „Die Summe der Zahlen 36, 5078, 345 und 21

beträgt 5480.“).
Zusätzlich zu dieser Möglichkeit des Trai-

nings können große KI-Sprachmodelle alternativ
auch über den Input von sogenannten Follow-Up-
Prompts zum Bilden einer Gedankenkette und da-
mit zur strukturierten Wiedergabe eines Outputs
geführt werden (eine Sammlung findet sich et-
wa unter chatgpttrainer.co.uk/chatgpt-follow-up-
prompts/). Diese Form des Prompt Engineering
wird Chain-of-Thought-Prompting (CoT) genannt und
bezeichnet eine Serie von Zwischenschritten einer
sprachlich formulierten Schlussweise, die zu einer
endgültigen Ausgabe führt (Wei et al., 2023). Kojima
et al. (2022) führen etwa das Beispiel an, Zero-shot-
Prompts mit „Denken wir Schritt für Schritt“ zu
ergänzen, Ramlochan (2023) behauptet, noch bes-
sere Lösungen ergäben sich mit dem Zusatz „Lass
uns Schritt für Schritt vorgehen, um sicherzugehen,
dass wir die richtige Antwort haben“. Indem das
generative KI-Sprachmodell die einfache Ausgabe
des Ergebnisses in diesem Fall durch eine ausführli-
che Ausgabe eines Lösungsweges ersetzt, führt die
Technik des Chain-of-Thought Promptings gerade
bei mathematischen Fragen zu deutlich besseren
und vor allem häufiger korrekten Lösungen (Wei et
al., 2023).

Mit der Technik des Ask-me-Anything-Prompting
schlagen Arora et al. (2023) vor, das generative
KI-Sprachmodell zum Stellen von Fragen anzure-
gen. Dabei wird ein Kontext vorgegeben, eine Be-
hauptung aufgestellt und die Behauptung vom KI-
Sprachmodell als richtig oder falsch klassifiziert. In-

https://www.chatgpttrainer.co.uk/chatgpt-follow-up-prompts/
https://www.chatgpttrainer.co.uk/chatgpt-follow-up-prompts/
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dem Arora et al. (2023) in einem Few-shot-Szenario
abwechselnd eine Behauptung und eine Frage ein-
gaben, wurde das System zum Stellen von Fragen
trainiert. Die Ausgabe ist danach nicht mehr eine
einfache Antwort, sondern eine Fragestellung be-
züglich der Behauptung. Für das Lösen mathemati-
scher Probleme sehen wir hierin eine gute Möglich-
keit, mit GPT-4 in einen aktiven Lösungsprozess
zu kommen. Anders als es Arora et al. (2023) in
ihrem Few-shot-Prompting vorschlagen, ergänzen
wir die Prompts mit der einfachen Aufforderung
Fragen zu stellen: „Stelle notwendige Fragen, die du
zur Beantwortung der Frage benötigst.“ Dies verän-
dert die Nutzeranwendung dahingehend, dass nun
nicht mehr die Benutzerin oder der Benutzer Fra-
gen stellt, sondern das Modell seinerseits Fragen
an die Benutzerin bzw. den Benutzer formuliert.
Es entsteht eine Abfrageschleife, die wir im Fol-
genden als Query-Loop-Prompting bezeichnen möch-
ten. Ein Query-Loop bezieht sich auf eine Schleife
oder einen wiederholenden Prozess, bei dem ei-
ne Suchabfrage oder Anfrage wiederholt durchge-
führt wird, bis bestimmte Bedingungen erfüllt sind
oder ein gewünschtes Ergebnis erzielt wurde. Dies
führt das KI-Sprachmodell durch unseren Zusatz
im Prompt solange durch, bis sich Input und Out-
put soweit annähern, dass der gewünschte Output
generiert wird.

Methodisches Vorgehen

Um die Leistungsfähigkeit des neuen KI-
Sprachmodells GPT-4 im Hinblick auf mathema-
tische Fähigkeiten zu untersuchen, haben wir im
Rahmen von Modellvalidierungen verschiedene
Varianten eines Prompts getestet und die entspre-
chenden Outputs bewertet. Dabei wurden vier
Modellvarianten der trainingsbasierten Prompt-
Techniken verwendet, die unterschiedliche Anreize
zur Generierung eines Outputs setzen. Vor jedem
neuen Input wurde ChatGPT mit einem neuen Chat
gestartet, um dem integrierten Few-shot-Learning
von GPT-4 vorerst entgegenzuwirken und das Sys-
tem mit jedem Test neu zu kalibrieren. Dadurch soll
der Vergleich der Varianten innerhalb einer kali-
brierten Umgebung gewährleistet werden. Getestet
wurden die folgenden vier Varianten von Prompts
zu zwei Problemlöseaufgaben:

1. In Variante A wurden die Aufgaben in einem
Zero-shot-Szenario mit den Worten „Lass uns
Schritt für Schritt vorgehen“ ergänzt, um eine
zusätzliche Chain-of-Thought durch das genera-
tive KI-Sprachmodell zu provozieren.

2. Variante B erweitert die Anweisung unter Va-
riante A mit den Worten „. . . um sicherzustel-
len, dass wir die richtige Antwort haben.“ Dies

soll dazu führen, dass GPT-4 in der selbst ge-
nerierten Chain-of-Thought die Korrektheit der
Schlussfolgerungen einbezieht.

3. Mit Variante C kann GPT-4 Fragen zur Auf-
gabenstellung stellen, um auf diese Weise die
Schwierigkeiten zu erkennen, die das generati-
ve KI-Sprachmodell im Zusammenhang mit der
zugewiesenen Aufgabe sieht. Hierzu wurde das
Zero-shot-Szenario mit Chain-of-thought und ei-
nem zusätzlichen Query-Loop um die Eingabe
„Stelle notwendige Fragen, die du zur Beantwor-
tung der Frage benötigst.“ ergänzt.

4. In der letzten Variante D wurde GPT-4 neben
der eigentlichen Aufgabe eine analoge Aufgabe
gestellt und diese von uns beantwortet. Dieses
Few-shot-Szenario setzt sich aus einer Aufgabe
(Frage 1), einem Lösungsbeispiel (Antwort 1) in
Form eines Chain-of-Thoughts und einer neuen
Aufgabe (Frage 2) zusammen.

Für die Modellvalidierungen wurden ein arithme-
tisches und ein algebraisches Problem verwendet.
Die Lösung des arithmetischen Problems setzt Ba-
siskompetenzen in den Grundrechenarten und im
Umgang mit dem Größenbereich Längen voraus,
während das algebraische Problem, neben den Ba-
siskompetenzen in den Grundrechenarten, auch
die Mustererkennung und die Beschreibung einer
mathematischen Struktur verlangt. Für das arithme-
tische Problem wurde die Aufgabe „Max ist 78 cm
groß. Wenn er auf eine 20 cm hohe Kiste steigt,
ist er genauso groß wie Klaus. Paul ist 15 cm klei-
ner als Klaus. Wie groß ist Paul?“ aus Ott (2018)
verwendet. Als algebraische Problemlöseaufgabe
wurde die Aufgabe „Welche Differenzen besitzen
benachbarte Palindromzahlen?“ aus Schorcht (2022)
genutzt.

Die arithmetische Problemlöseaufgabe beinhal-
tet ein einfaches Gleichungssystem mit zwei Glei-
chungen und zwei Variablen, welches sich über das
Gleichsetzungsverfahren lösen lässt.

78 cm + 20 cm = Größe von Klaus
Größe von Paul + 15 cm = Größe von Klaus
Größe von Paul + 15 cm = 78 cm + 20 cm
Größe von Paul = 83 cm

Die algebraische Problemlöseaufgabe lässt sich nur
lösen, wenn die mathematische Struktur der Stel-
lenwerte im Zehnersystem in den Blick genommen
wird. Als benachbarte Palindromzahlen sind solche
Palindromzahlen zu verstehen, die in der Zahlen-
reihe direkt aufeinanderfolgen. Dies sind beispiels-
weise 1 und 2, 11 und 22, 101 und 111, 1551 und
1661, 23432 und 23532, aber auch 99 und 101 oder
1991 und 2002. Mögliche Differenzen dieser Bei-
spiele sind 1, 11, 10, 110, 100 und 2. Dies wären
einfache Antwortmöglichkeiten, die sich mit arith-
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Abbildung 3. Zero-shot-Prompt einer arithmetischen Problemlöseaufgabe (links) sowie einer algebraischen Problemlöseaufgabe
(rechts) und die generierten Antworten aus GPT-4

metischen Basiskompetenzen erschließen lassen –
allerdings ohne die Beispiele zu verallgemeinern.
Betrachten wir die Muster in der Veränderung der
Stellenwerte in Potenzschreibweise, kann die mathe-
matische Struktur auch algebraisch erschlossen wer-
den. Benachbarte zweistellige Palindromzahlen der
Form a · 101 + a · 100 und (a+ 1) · 101 + (a+ 1) · 100

(mit a ̸= 9) besitzen die Differenz 11, da sich so-
wohl die Einer- als auch die Zehnerstelle um je 1
erhöht. Bei einer dreistelligen Palindromzahl der
Form a · 102 + b · 101 + a · 100 (mit b ̸= 9) ist der
direkte Nachbar a · 102 + (b + 1) · 101 + a · 100 und
die Differenz beträgt 10, da sich der mittlere Stel-
lenwert um 1 erhöht. Bei vierstelligen benachbarten
Palindromzahlen der Form

a · 103 + b · 102 + b · 101 + a · 100 (mit b ̸= 9)

und

a · 103 + (b + 1) · 102 + (b + 1) · 101 + a · 100

(mit b ̸= 9)

beträgt die Differenz 110, da sich die beiden mittle-
ren Stellenwerte um 1 erhöhen. Für die oben ausge-
nommenen Fälle, in denen die sich verändernden
Stellenwerte 9 sind, ergibt sich jeweils eine Nachbar-
zahl mit Differenz 11 oder 2. Tatsächlich variieren
die Differenzen bei Palindromzahlen genau dann,
wenn sich neben den mittleren Stellenwerten auch
die äußeren Stellenwerte verändern. Insgesamt er-
geben sich dadurch immer Differenzen von 2 sowie
Zehnerpotenzen faktorisiert mit 1 und 11.

Beide Probleme können von GPT-4 im Zero-
shot-Szenario nicht vollständig gelöst werden
und sind fehlerhaft (Abb. 3). Das generative KI-
Sprachmodell erfasst in Teilen die arithmetische
Vorgehensweise, kann diese aber im ersten Aufga-
benbeispiel nicht korrekt umsetzen und in der zwei-
ten Aufgabe nicht in eine mathematische Struktur
überführen. Im Folgenden sollen die trainingsba-
sierten Prompt-Techniken verwendet werden, in-
dem der Zero-shot ergänzt wird, um ein besseres
Ergebnis in der Ausgabe von GPT-4 zu generieren.

Variante A: Zero-shot-Szenario und Anregung
zum Chain-of-Thought

Unter Variante A (Abb. 4) liefert GPT-4 eine deut-
lich differenziertere Darstellung des Lösungspro-
zesses und gliedert den Output mit Teilüberschrif-
ten: „Schritt 1“, „Schritt 2“ und „Schritt 3“. Die-
se Teilschritte ermöglichen es dem generativen KI-
Sprachmodell, eine korrekte Lösung auszugeben.
Dies impliziert, dass der einfache Zusatz „Lass uns
Schritt für Schritt vorgehen“ vermutlich schon für
eine deutlich bessere Leistung im Bereich einfa-
cher Problemlöseaufgaben führt, die die Kalkula-
tion einfacher Rechenschritte erfordern. Durch die
vorgenommene Veränderung am Prompt wird das
System dazu gezwungen, die einzelnen Schritte
auszuführen und generiert darüber vermutlich eine
höhere Wahrscheinlichkeit für korrekte Outputs.

Der Output der algebraischen Problemlöseauf-
gabe unter Variante A (Abb. 4) liefert ebenfalls ei-
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Abbildung 4. Input der arithmetischen Problemlöseaufgabe (oben) und der algebraischen Problemlöseaufgabe (unten) unter der
CoT-Variante A, sowie die generierten Antworten aus GPT-4

ne differenzierte Darstellung des Lösungsprozes-
ses. Dazu gliedert GPT-4, anders als im Zero-shot-
Szenario, die eigene Lösung in zwei Teile: Zunächst
listet das generative KI-Sprachmodell einige Palin-
dromzahlen bis 1111, um im zweiten Schritt die

Differenzen zwischen diesen Palindromzahlen zu
bestimmen. Dadurch schafft es GPT-4, die neue Dif-
ferenz 110 zu bestimmen, die in der ursprünglichen
Lösung noch fehlte. Da die gewählten Beispiele sich
allerdings nur im Zahlenraum 11 bis 1111 bewegen,
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ist eine algebraische Mustererkennung erschwert
und die Beschreibung der mathematischen Struk-
tur entfällt dementsprechend. Der Versuch einer
Beschreibung scheitert auf Grundlage dieser Auf-
listung. Der Blick auf die algebraische Struktur der
Stellenwerte benachbarter Palindromzahlen wird
von GPT-4 nicht in den Lösungsprozess integriert.

Version B: Zero-shot-Szenario, Anregung zum
erweiterten Chain-of-Thought

Unter Variante B und dem Zusatz „. . . um sicherzu-
stellen, dass wir die richtige Antwort haben.“ liefert
GPT-4 bei der arithmetischen Problemlöseaufgabe
die gleiche Antwort, wie unter Variante A. Ledig-
lich der Satz „Okay, lass uns das Problem Schritt für
Schritt lösen.“ ist eine neue Ergänzung durch das
KI-Sprachmodell. Die Lösung ist, wie wir erwartet
hatten, korrekt (Abb. 5 links).

Die algebraische Problemlöseaufgabe erhält un-
ter der leichten Veränderung der Variante eine neue
Struktur (Abb. 5 rechts). GPT-4 generiert nun eine
vierstufige Lösung, die sich, anders als unter Vari-
ante A, an den Zahlenräumen orientiert. Im ersten
Schritt werden einstellige Palindromzahlen identi-

fiziert und die Differenz benachbarter Palindrom-
zahlen mit 1 angegeben. Im zweiten Schritt tritt
nun der zweistellige Zahlenraum in den Blick. Hier
generiert GPT-4 eine vollständige Liste aller Palin-
dromzahlen, welche unter Variante A noch fehlten.
Korrekt bestimmt das generative KI-Sprachmodell
die Differenz 11. Im dritten Schritt werden drei-
stellige Palindromzahlen betrachtet. Eine Auflis-
tung aller Möglichkeiten erfolgt nicht. Die unter-
schiedlichen Differenzen 10 und 11, die GPT-4 un-
ter Variante A noch konkret identifizieren konnte,
werden hier nicht genannt. Das KI-Sprachmodell
benennt allerdings das Phänomen, indem das Mo-
dell von einer Variation der Differenzen spricht,
die mit den generierten Beispielen aber nicht un-
termauert werden kann. Diese Veränderungen in
den Differenzen überträgt das System im vierten
Schritt auf vierstellige und höhere Palindromzahlen.
In einer Zusammenfassung bestätigt das generati-
ve KI-Sprachmodell dann die Veränderungen der
Differenzen über alle Palindromzahlen hinweg. Dif-
ferenzen, die hierbei als Lösung dienen, sind 1, 10
und 11. Die Lösungsmenge ist damit geringer als
unter Variante A, allerdings gelingt es GPT-4, unter
Variante B eine Fallunterscheidung vorzunehmen.

Abbildung 5. Input der arithmetischen Problemlöseaufgabe (links) und der algebraischen Problemlöseaufgabe (rechts) unter CoT-
Variante B, sowie die generierten Antworten aus GPT-4
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Der Blick auf die algebraische Struktur der Stellen-
werte bleibt aber auch hier für GPT-4 verborgen.

Version C: Zero-shot-Szenario, Anregung zum
erweiterten Chain-of-Thought und Query-Loop

Variante C ermöglicht GPT-4 Rückfragen bezüglich
des Aufgabenverständnisses und setzt hier beim
ersten Schritt im Problemlöseprozess an. Interessan-
terweise wird eine ähnliche Lösung für das arithme-
tische Problem generiert und keine Frage gestellt
(Abb. 6 links). Dies zeigt nochmals, dass Variante
A bereits zur Unterstützung des Modells im Lösen
von arithmetischen Problemlöseaufgaben auszurei-
chen scheint.

Unter Variante C stellt GPT-4 allerdings bei
der algebraischen Problemlöseaufgabe eine ent-
scheidende Frage, die das Problem des generati-
ven KI-Sprachmodells in der Verarbeitung algebrai-
scher Strukturen offenlegt (Abb. 6 rechts): Nach-
dem GPT-4 einige Beispiele für Palindromzahlen
generiert, stellt das System eine Anfrage bezüglich
eines festzulegenden Intervalls bzw. einer diskreten
Lösungsmenge, in dem die Differenzen bestimmt
werden sollen: „Möchten Sie, dass ich die Diffe-
renzen zwischen benachbarten Palindromzahlen
in einem bestimmten Zahlenbereich berechne oder
für eine bestimmte Anzahl von Palindromzahlen?“
Wir entschieden uns, mit einem zweiten Input die

Sachlage zu verschärfen und keine diskrete Vor-
gabe zu machen, um das System zur Betrachtung
der mathematischen Struktur zu bewegen. Mit dem
Prompt „Für alle benachbarten Palindromzahlen!“
gab GPT-4 eine Beschreibung der eigenen Heraus-
forderung mit der gestellten Aufgabe aus. Die ein-
fache Berechnung von Differenzen benachbarter
Palindromzahlen führt zu einem unendlichen Pro-
zess von Operationen, die GPT-4 nicht leisten kann.
Statt in diesem Fall auf Muster und Strukturen
zu achten, generiert GPT-4 eine Antwort, die die
Aufgabe als unlösbar klassifiziert. Es ist ersichtlich,
dass GPT-4 angesichts der Aufgabe, einen Lösungs-
prozess für algebraische Probleme zu generieren,
deutlich herausgefordert ist.

Version D: Few-shot-Szenario mit
Chain-of-Thought

Variante D des Prompts führt neben der eigentli-
chen Problemlöseaufgabe auch eine weitere Aufga-
be mit Lösungsbeispiel an, um die Wahrscheinlich-
keit für einen korrekten Output zu erhöhen. Für das
arithmetische Problem wurde ein strukturgleiches
Problem gewählt, dass sich lediglich durch einen
anderen Kontext und durch Veränderung der Na-
men und mathematischen Angaben unterscheidet:
„Timo ist 1,78 m groß. Wenn er auf eine 10 cm hohe
Stufe steigt, ist er genauso groß wie Peter. Tina ist

Abbildung 6. Input der arithmetischen Problemlöseaufgabe (links) und der algebraischen Problemlöseaufgabe (rechts) unter CoT-
Variante C, sowie die generierten Antworten aus GPT-4
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Abbildung 7. Input der arithmetischen Problemlöseaufgabe unter CoT-Variante D, sowie die generierte Antwort aus GPT-4

12 cm kleiner als Peter. Wie groß ist Tina?“ Gleich-
zeitig wird eine kurze Antwort geliefert, um dem
System eine mögliche Antwortstruktur vorzugeben:
„Wenn Timo auf der Stufe steht, dann ist er 10 cm
größer und genauso groß wie Peter. Daher ist Peter
1,78 m + 10 cm, also 1,88 m. Wenn Tina nun 12 cm
kleiner als Peter ist, dann ist sie 1,88 m − 12 cm
groß, also 1,76 m.“ Anschließend wird im Prompt
die ursprüngliche Problemlöseaufgabe gestellt. Die-
se Zugabe eines Shots liefert in unserem Versuch
interessanterweise einen deutlich kürzeren korrek-
ten Output in Relation zu den anderen Outputs
unter Varianten A bis C (Abb. 7). Das generative
KI-Sprachmodell orientiert sich offensichtlich an
der vorgegebenen Antwort und führt die Lösung
auch dementsprechend kürzer aus.

Für die algebraische Problemlöseaufgabe wurde
eine ähnliche Problemstellung gewählt, die eben-
falls Differenzen in den Blick nimmt: „Welche Dif-
ferenzen besitzen eine Zahl und ihre Spiegelzahl?“
Zur Lösung der Aufgabe wurde im Antwortbei-
spiel der Fokus bewusst auf die algebraische Struk-
tur gelegt und die Hervorhebung der Stellenwerte
durch den Hinweis auf die Potenzschreibweise der
Zahl ermöglicht. Die Einführung von Variablen für
die einzelnen Ziffern sollte das System dazu an-
regen, eine Lösung mit Variablen zu generieren.
Anschließend erfolgte im Prompt die Eingabe der
eigentlichen Problemlöseaufgabe (Abb. 8).

GPT-4 generiert eine Lösung, die die Stellen-
werte berücksichtigt. Somit ist mit Variante D ein
wesentlicher Schritt zur Beschreibung von Mustern
gelungen, der in allen vorherigen Varianten fehl-
te. Allerdings verfehlt GPT-4 den Sprung von einer
einfachen Beschreibung der Muster zu einer Formu-
lierung der mathematischen Struktur. Das generati-
ve KI-Sprachmodell startet seinen Lösungsprozess
mit der Erklärung für Palindromzahlen und nennt

drei Beispiele. Anschließend verweist GPT-4 auf die
Komplexität der Aufgabe, da die Lösung von der
Anzahl der Stellenwerte und den gewählten Ziffern
abhängt. Danach erfolgt eine Fallunterscheidung
zwischen Zahlen mit ungerader und gerader Zif-
fernanzahl, ohne den Zahlenraum einzugrenzen.
Hierbei schafft es GPT-4 erstmals korrekt eine allge-
meine Beschreibung der Muster vorzunehmen und
überwindet mithilfe der Variante D die Problematik
der einzelnen Berechnungen der Differenzen. Kor-
rekt führt das System aus, dass sich bei Palindrom-
zahlen ungerader Ziffernanzahl der mittlere Stel-
lenwert verändert. Als mögliche Differenz generiert
GPT-4 allerdings fälschlicherweise nur die Zahl 2.
Für Palindromzahlen mit gerader Ziffernanzahl ge-
neriert das System korrekt, dass die Veränderung
der Ziffern an den beiden mittleren Stellenwerten
erfolgt. Vermutlich aufgrund der Varianz der Dif-
ferenzen bei Veränderungen mehrerer Stellenwerte
(bspw. 2992 und 3003) hält GPT-4 fest, dass die
Differenzen nicht konstant sind. Allerdings han-
delt es sich durch die wiederkehrende Differenz 11

um eine mögliche Lösung und könnte in eine Be-
schreibung der Lösungsmenge integriert werden.
Auch die Ausnahmen beim Wechsel der Ziffernan-
zahl werden in der Ausgabe durch GPT-4 explizit
beschrieben. Zudem verweist das KI-Sprachmodell
auf die Beschränkung der Aussagen auf das Zehner-
system. GPT-4 ist hier ein wesentlicher Schritt zur
Erfassung von Mustern gelungen, der in unserem
Versuch zuvor nicht möglich erschien. Allerdings
verliert der Lösungsvorschlag von GPT-4 dabei die
Angabe einer Lösungsmenge.

Während der Erprobung 14 verschiedener Aus-
führungen des Lösungsbeispiels unter Variante D
konnte GPT-4 in keiner generierten Antwort zu
einer angemessenen Lösung gelangen, die als Dif-
ferenzen die 2 und faktorisierte Zehnerpotenzen
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Abbildung 8. Input der algebraischen Problemlöseaufgabe unter CoT-Variante D, sowie die generierte Antwort aus GPT-4

mit 1 und 11 festhält. Die hier vorgestellte Antwort
ist die bestmögliche Lösung, die das generative KI-
Sprachmodell erstellen konnte.

Fazit

Für die vorgestellten Beispiele, unter Verwendung
des generativen KI-Sprachmodells GPT-4 und in
Bezug auf die Lösung von Problemlöseaufgaben
mit Basiskompetenzen im arithmetischen Bereich,
erscheint Variante A (Zero-shot und Anregung zum
Chain-of-Thought) zur Generierung einer korrekten
Antwort ausreichend. Weitere Beispiele müssen zei-
gen, ob diese Prompt-Technik für eine Vielzahl von

Problemlöseaufgaben auf diesem Leistungsniveau
effektiv ist. Da die Entwicklungen im Bereich der
KI-Forschung deutlich an Geschwindigkeit zuneh-
men und Veränderungen mittlerweile im nahezu
wöchentlichen Takt auftreten, könnten in zukünf-
tigen Varianten die Prompt-Techniken bereits in
die entsprechenden Schnittstellen integriert sein.
Die weiteren Prompt-Techniken, wie die erweiter-
te Chain-of-Thought und der Query Loop, erziel-
ten keine nennenswerte Verbesserung der Ergebnis-
se, als unter Variante A. Variante D, ein Few-shot-
Szenario mit Chain-of-Thought, erzielt lediglich ei-
ne an die Nutzerin oder den Nutzer ausgerichtete
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Ausgabe. Dies kann jedoch von Bedeutung sein,
wenn die Form der Antwort von GPT-4 im schuli-
schen Gebrauch entsprechende Vorgaben erfüllen
soll.

Die vorgestellte algebraische Problemlöseaufga-
be, die die Beschreibung eines Musters erfordert
und eine Übertragung des Problems in eine ma-
thematische Struktur, stellt nach wie vor eine deut-
liche Herausforderung für GPT-4 dar. Mit keiner
der verwendeten Prompt-Techniken konnte GPT-4
eine vollständige und zufriedenstellende Lösung
des Problems generieren. Gleichwohl zeigte sich im
Versuch auch hier Variante A als sehr wirkungsvoll.
Ein Zero-shot-Szenario mit der Anregung zu ei-
ner Chain-of-Thought führte hierbei zu einer deut-
lichen Verbesserung der Ausgabe. Unter Varian-
te C konnte mit der Strategie des Query-Loops
die zentrale Herausforderung für das generative
KI-Sprachmodell identifiziert werden. Dies lieferte
eine wertvolle Rückmeldung zur Verwendung eines
passenden Lösungsbeispiels unter Variante D (Few-
shot-Szenario mit Chain-of-Thought). Zwar schafft
GPT-4 auch unter Variante D nicht die erwünsch-
te Leistung, liefert allerdings eine erste Lösung,
die die algebraischen Strukturen mehr in den Blick
nimmt. Hier wird der große Einfluss des Lösungs-
beispiels über das Few-shot-Learning des genera-
tiven KI-Sprachmodells ersichtlich – was auch für
den schulischen Einsatz dieser Technik eine hohe
Relevanz besitzt. Schülerinnen und Schüler müssen
also über die notwendigen Problemlösefähigkeiten
verfügen, um selbst ein passendes Lösungsbeispiel
zu verwenden oder zu generieren. Selbst die Su-
che nach einer analogen Lösung im Internet macht
in unserem Beispiel ein Verständnis für Problem-
lösestrategien und den Umgang mit algebraischen
Strukturen unabdingbar. GPT-4 kann in seiner ak-
tuellen Version zwar als Ideengeber dienen und
eine Struktur vorgeben. Die letztendliche mathema-
tische Tätigkeit und die Beurteilung der Ausgabe
auf ihre Richtigkeit hin verbleiben jedoch bei den
Anwenderinnen und Anwendern.

Empfehlungen

Für die Verwendung großer generativer KI-
Sprachmodelle wie ChatGPT existieren verschie-
dene trainingsbasierte Prompt-Techniken, die die
Leistungsfähigkeit des Modells bei mathematischen
Problemlöseaufgaben verbessern können. Dabei
können Aufgaben sowohl direkt gestellt (Zero-shot-
Szenario) werden, als auch mit Hilfe eines oder
mehrerer Lösungsbeispiele (Few-shot-Szenario),
was eine gewünschte Ausgabeform der Lösung pro-
voziert. Die Prompts sollten die KI-Sprachmodelle
zur Generierung einer logischen Gedankenkette
(Chain-of-Thought) anregen, um deutlich bessere

Ergebnisse zu erzielen und „Denkfehler“ offenzule-
gen. Durch die Technik Query-Loop, welche dem
Modell das Stellen von Fragen ermöglicht, können
Herausforderungen für das Modell identifiziert wer-
den.

Diese Schritt-für-Schritt-Anleitung skizziert un-
seren Prozess der effektiven Umsetzung der vorge-
stellten trainingsbasierten Prompt-Techniken (vgl.
Ramlochan, 2023):

1. Zero-shot-Szenario: Formulieren Sie das Problem
in einer logischen und sprachlich klaren Abfolge.
Zerlegen Sie das Problem, falls notwendig, in
Teilprobleme.

2. Zero-shot-Szenario, Chain-of-Thought: Regen Sie
das KI-Sprachmodell zur Strukturierung der
Ausgabe mit dem Zusatz „Lass uns Schritt für
Schritt vorgehen.“ an.

3. Zero-shot-Szenario, Chain-of-Thought, Query-Loop:
Ermöglichen Sie dem Modell mit dem Zusatz
„Stelle notwendige Fragen, die Du zur Beantwor-
tung der Frage benötigst.“ eine Rückmeldung
zu geben.

4. Few-shot-Szenario, Chain-of-Thought: Konzipieren
Sie mehrere Prompts mit kurzen Lösungsbeispie-
len, die die erforderliche Denkstruktur bei ver-
gleichbaren Herausforderungen darstellen. Nut-
zen Sie in Ihren Lösungsbeispielen eine nachvoll-
ziehbare und logische Gedankenkette, um das
Modell bei einer Chain-of-Thought zu unterstüt-
zen. Geben Sie das Lösungsbeispiel zusammen
mit dem eigenen Problem ein.

Mit dieser Abfolge an Strategien konnten in den
beiden aufgeführten Problemlöseaufgaben deutlich
Verbesserungen der Leistungen des generativen KI-
Sprachmodells GPT-4 erzielt werden. Inwiefern die-
se Prompt-Techniken auch auf zukünftige Modelle
anwendbar sind, werden die weiteren technischen
Entwicklungen zeigen müssen. Ebenso sind die Ent-
wicklungen bei den kürzlich eingeführten Plugins
(bspw. Wolfram) zu berücksichtigen. Es scheint uns
allerdings grundlegend zu sein, diese Techniken
zu beschreiben, um die Modelle im schulischen
Bereich produktiv einzusetzen und die Qualität
der Ausgaben der KI-Sprachmodelle insbesonde-
re im mathematischen Bereich zu verbessern. Die
Techniken könnten dann für Entwicklungen von
KI-basierten Lernumgebungen im Mathematikun-
terricht verwendet werden, um einen kritischen
und vor allem konstruktiven Umgang mit den KI-
Werkzeugen der Zukunft zu fördern.
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