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PREFÁCIO

Vivemos na era da Agricultura de Precisão, na qual temos testemunhado mudanças 
significativas devido ao rápido avanço tecnológico. No campo da fenotipagem, 
anteriormente era obrigatório realizar medições manuais de campo, experimento por 
experimento, parcela por parcela. Atualmente, essa tarefa pode ser facilitada através 
do uso de drones equipados com sensores espectrais. No campo da seleção genética, 
em que o objetivo é concentrar alelos favoráveis para expressar características 
desejadas, a busca por esses alelos é realizada por meio de cruzamentos em várias 
gerações sucessivas de melhoramento. Mas hoje, graças às ferramentas de edição 
gênica, é possível identificar e incorporar genes específicos com precisão, ao nível de 
bases de DNA.

De fato, entramos na era do Melhoramento de Precisão, que mais do que ciências 
de engenharia genética, hoje lançamos mão de múltiplas altas-tecnologias de campo 
e laboratório, tais como a inteligência artificial, geoprocessamento e marcadores 
genômicos hiper densos. Estes instrumentos modernos permitem a coleta de grandes 
volumes de dados, análise precisa e rápida, e a tomada de decisões mais informatizadas 
e direcionadas do que nunca! Além disso, a combinação desses recursos potencializa 
ainda mais a seleção de características desejáveis, acelerando o desenvolvimento de 
variedades de plantas mais produtivas, resistentes a doenças e adaptadas às mais 
diversas condições ambientais.

Editorada pelos professores e pesquisadores Dr. Rafael Tassinari Resende, 
idealizador da “Ambientômica” no melhoramento vegetal, e Dr. Cláudio Brondani, uma 
autoridade na genômica vegetal brasileira, esta obra é de extrema importância para 
todos aqueles interessados no aprimoramento genético das culturas. O livro oferece 
uma visão abrangente do estado da arte na organização e otimização dos programas 
de melhoramento, além de novos insights tecnológicos para evolução da área. Seus 



capítulos contam com a contribuição de inúmeros autores especialistas, incluindo 
os próprios editores. Dessa forma, esta publicação aborda de maneira inovadora e 
original diversos temas relacionados ao melhoramento genético na era da Agricultura 
de Precisão.

Este livro se destaca pela análise de diversos aspectos-chave no campo do 
melhoramento genético. Entre os seus pontos fortes, merecem evidência a abordagem 
detalhada da gestão dos programas de melhoramento, o desenvolvimento tecnológico 
e a inovação, bem como a exploração dos avanços em ciência de dados, inteligência 
artificial e conceitos da pesquisa operacional. Além disso, o livro trata dos impactos da 
Internet das Coisas (IoT) e apresenta uma visão aprofundada das disciplinas fenômica 
e genômica. Também são abordadas técnicas emergentes, como o speed breeding, 
edição gênica, ambientômica, e muitas outras novas hightechs do melhoramento. 
Esses temas são de relevância para impulsionar o desenvolvimento de novas cultivares, 
permitindo progressos significativos e otimizados dos resultados alcançados nessa 
área vital da agricultura.

Este livro é uma leitura obrigatória para todos os apaixonados pelo melhoramento 
de plantas. Aproveite ao máximo as valiosas informações e contribuições que esta 
obra proporciona. Boa leitura!

Aluízio Borém
Professor Titular de Melhoramento de Plantas

Universidade Federal de Viçosa (UFV)



SUMÁRIO

1 
2 
3 
4 
5 
6 
7 
8 
9 

10 
11 
12 

13

41

67

87

121

145

173

195

227

255

287

309

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

Capítulo 

O Melhoramento na Era de Agricultura de Precisão  ......

Gestão Otimizada dos Programas  .................................

Empreendedorismo e Inovação.......................................

Ciência de Dados ............................................................

Inteligência Artificial  ........................................................

Pesquisa Operacional  ....................................................

Internet das Coisas .........................................................

Ambientômica  .................................................................

Fenômica  ........................................................................

Genômica ........................................................................  

Speed Breeding  ..............................................................

Edição de Genoma ..........................................................





CAPÍTULO

1
O Melhoramento na Era de Agricultura de 
Precisão 

Rafael Tassinari Resende, Claudio Brondani,  
Lazaro José Chaves

Introdução
A agricultura moderna enfrenta desafios constantes, como a necessidade de aumentar 

a produção de insumos para uma população em contínuo crescimento, buscando por 
soluções sustentáveis para garantir as demandas por alimentos, bioenergias, fibras, 
medicamentos, forragens, entre outras. Nesse cenário, o Melhoramento Genético de 
plantas desempenha relevante papel, sempre buscando desenvolver cultivares com 
características desejáveis, como maior produtividade, resistência a insetos-pragas 
e doenças e adaptabilidade a diferentes condições ambientais (Hickey et al., 2019; 
Ramalho et al., 2021).

No decorrer da história, de forma análoga às “Eras da Revolução Industrial”, o 
Melhoramento Genético de plantas também evoluiu em diferentes fases, refletindo 
avanços tecnológicos e científicos. Pode-se dizer que o Melhoramento Genético 1.0, 
associado à domesticação promovida de paisagens, marcou o início das interações 
humanas com as plantas, em que a seleção de plantas úteis e a eliminação das 
competidoras ocorriam de forma rudimentar. Essa primeira era seguiu até o surgimento 
da agricultura (entre 10.000 a.C. e 8.000 a.C.), havendo mudanças significativas, 
como a seleção intencional por características desejáveis e a adaptação de plantas 
ao cultivo humano (Wallace et al., 2018). Em seguida, o Melhoramento Genético 2.0 
combinou a genética mendeliana e a biometria, permitindo a previsão dos resultados 
da seleção e o desenvolvimento de métodos mais sistemáticos de melhoramento.

Tal como com o avanço da tecnologia na Revolução Industrial 3.0, o Melhoramento 
Genético 3.0 também incorporou técnicas novas, no caso, moleculares e genômicas, 
como a identificação de marcadores moleculares e a análise de dados genômicos 
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de alto rendimento. Essas abordagens aceleraram o processo de melhoramento, 
possibilitando a identificação de múltiplos efeitos gênicos relacionados à expressão 
dos fenótipos desejáveis e o desenvolvimento de cultivares com maior rigor. Agora, 
na era do Melhoramento de Precisão, o Melhoramento Genético 4.0 está em grande 
expansão, impulsionado pela convergência de tecnologias avançadas, como a 
genotipagem em larga escala, Inteligência Artificial (IA), Sistemas de Informações 
Geográficas (SIG), drones, sensoriamento remoto e análise de dados multiômicos 
(Crossa et al., 2021; Resende et al., 2021; Varshney et al., 2021).

A qualquer momento estaremos entrando no Melhoramento Genético 5.0. Aliás, 
quem sabe já não estejamos vivendo esta era? Essa fase do aprimoramento de plantas 
promete uma revolução na forma como se desenvolvem cultivares. Com a automação 
total dos processos e o avanço da robótica, espera-se que o melhoramento genético 
seja conduzido por meio de sistemas inteligentes e robôs especializados (Pearson 
et al., 2022; Najafabadi et al., 2023). Essas tecnologias, quando implementada nas 
rotinas de melhoramento, permitirão uma coleta eficiente de dados fenotípicos de 
altíssimo rendimento, acelerando a identificação e a mensuração dos fenótipos-alvo 
das plantas. Além disso, a análise de dados se beneficiará de algoritmos avançados e 
inteligência artificial, proporcionando uma tomada de decisão mais precisa no processo 
de seleção genética.

Neste primeiro capítulo, vamos explorar a interseção entre o Melhoramento 
Genético de plantas e a Agricultura de Precisão, apresentando técnicas e conceitos 
fundamentais. Abordaremos a história do melhoramento genético de plantas, 
culminando na era atual, que será explorada nos capítulos subsequentes deste livro. 
Faremos uma analogia à Equação do Melhorista, relacionando-a com questões 
contemporâneas do Melhoramento de Precisão. Além disso, apresentaremos os 
resultados de uma pesquisa realizada com profissionais da área, investigando suas 
perspectivas em relação ao Melhoramento de Precisão. Demonstraremos como a 
combinação dessas abordagens está transformando a agricultura, impulsionando 
a sustentabilidade, produtividade e adaptabilidade das plantas cultivadas. Nosso 
objetivo com este livro é auxiliar os melhoristas a otimizarem o processo de seleção, 
reduzindo o tempo necessário e maximizando os ganhos obtidos.

Histórico do Melhoramento Genético
A interferência das populações humanas sobre as plantas e seu habitat antecedem 

a origem da agricultura, quando a composição de plantas de uma comunidade vegetal 
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era alterada pela interferência humana, favorecendo a ocorrência de plantas úteis e 
eliminando ou desfavorecendo as plantas competidoras. Esse processo é conhecido 
como domesticação promovida de paisagens (Clement, 2001) e a alteração genética 
decorrente nas plantas foi, presumivelmente, de baixo impacto imediato, uma vez que 
as plantas continuaram a depender de seu sistema natural de dispersão de sementes 
ou outras estruturas de propagação para a manutenção das populações naturais.

A origem da agricultura, cujos mais antigos registros fósseis datam de 
aproximadamente 12 mil anos, trouxe uma mudança radical na relação dos humanos 
com as plantas cultivadas, do ponto de vista evolutivo. Se antes as populações de 
plantas silvestres dependiam de seus eficientes mecanismos de dispersão de sementes 
para sobreviverem, as populações cultivadas passaram a ter os humanos, no início 
mulheres provavelmente, como únicos dispersores. Com isso, a seleção, automática 
e não intencional, passou a favorecer genótipos com menor poder de dispersão de 
sementes, sementes com germinação mais rápida e com maior vigor. Esse fato, por 
si só, acarretou uma série de mudanças morfofisiológicas nas populações cultivadas, 
como a retenção de sementes, maior uniformidade de maturação, aumento do tamanho 
das sementes, perda de dormência e estruturas de proteção de sementes. Esse 
conjunto de mudanças, que ocorreram em diferentes espécies e em diferentes centros 
de domesticação, ficaram conhecidas como síndrome da domesticação. Dentre essas 
características decorrentes da domesticação, algumas como dormência de sementes 
possuem controle genético mais simples e ocorreram em relativamente curto espaço 
de tempo, algumas centenas de anos, enquanto outras, como retenção de sementes, 
de controle genético mais complexo, deram-se em um período mais longo de tempo. 

Com o avanço da agricultura como atividade humana, as plantas cultivadas 
foram levadas para regiões distantes do seu centro de origem e foram submetidas 
a diferentes pressões de seleção para adaptação às condições de solo, variáveis 
climáticas e modos de cultivo. Adicionalmente, a seleção intencional pelos agricultores 
passou a favorecer certos tipos de variantes que chamavam a atenção por algum 
atributo de interesse. Esse processo, que se expandiu por milhares de anos, pelas 
diferentes regiões da terra a partir dos centros de domesticação, levou a uma enorme 
variabilidade morfológica nas espécies cultivadas em comparação com seus ancestrais 
silvestres. Esse processo de expansão da variabilidade fenotípica e genotípica ganhou 
novo impulso com as navegações a partir do século XVI, com intenso intercâmbio 
de espécies domesticadas entre os continentes e adaptação a novos ambientes de 
cultivo. Essa evolução sob cultivo em múltiplos ambientes, com diferentes técnicas 
de cultivo e para atender aos interesses particulares de cada agrupamento humano, 
resultou em milhares de variedades locais ou crioulas, para as diferentes espécies 
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cultivadas. A importância dessa enorme diversidade de plantas para a sustentabilidade 
da agricultura só foi amplamente reconhecida a partir dos trabalhos de N. I. Vavilov, 
na primeira metade do século XX (Hummer; Hancock, 2015), o que impulsionou 
uma política global de conservação de recursos genéticos vegetais. A diversidade 
genética, hoje armazenada em bancos de germoplasma ao redor do mundo, constitui 
a matéria-prima para o melhoramento de plantas, mesmo na era do melhoramento de 
precisão. Adicionalmente, técnicas de genética molecular e genômica são cada vez 
mais empregadas na caracterização e utilização das coleções de germoplasma, como 
importante ferramenta auxiliar do melhoramento genético.

Apesar da enorme diversidade fenotípica decorrente da domesticação e expansão, 
a origem das populações cultivadas se deu a partir de populações locais silvestres, 
geneticamente uniformes, e representando uma estreita base genética original. 
Estudos genômicos têm identificado genes responsáveis por várias das mudanças 
decorrentes da domesticação, em diferentes espécies cultivadas. Isto possibilita a 
proposta de domesticação de novo ou redomesticação (Fernie; Yan, 2019), como 
forma de ampliar a base genética de populações cultivadas a partir de seus ancestrais 
selvagens, utilizando ferramentas genômicas atuais, como a edição gênica. 

O procedimento para a seleção intencional de plantas que prevaleceu durante 
o longo período de domesticação foi, provavelmente, a escolha de indivíduos com 
características de interesse para coleta de sementes ou outros propágulos, o que 
se conhece como seleção massal. Atribui-se o marco de surgimento dos métodos 
sistematizados de melhoramento aos trabalhos de Louis de Vilmorin na França, em 
meados do século XIX. O método, empregado para selecionar beterrabas com maior 
teor de açúcar, consistia no plantio de progênies em fileiras individuais, sendo parte 
das plantas utilizadas para avaliar o teor de açúcar, e posterior coleta de sementes 
das outras plantas das fileiras superiores. Esse método, conhecido como Princípio do 
Isolamento de Vilmorin, foi posteriormente empregado para seleção de teores de óleo 
e proteína em milho a partir de 1896, sendo denominado método espiga-por-fileira. 
Aprimorado com o uso de delineamentos experimentais, o método é hoje denominado 
seleção entre e dentro de famílias de meios-irmãos e continua sendo muito utilizado 
no melhoramento de plantas alógamas. 

Os diferentes métodos de melhoramento de plantas utilizados atualmente surgiram 
no início do século XX, após a redescoberta das leis de Mendel. O surgimento da 
genética como ciência trouxe melhor compreensão dos mecanismos de herança 
dos caracteres e a possibilidade de previsão dos resultados da seleção a partir de 
populações variáveis ou de cruzamentos dirigidos. A junção da genética mendeliana 
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com a biometria, que vinha sendo aprimorada desde meados do século XIX, deu 
origem à genética quantitativa ou genética biométrica, principal ciência de base para 
o melhoramento de plantas. A adoção do melhoramento de precisão pode trazer 
vantagens competitivas quando adotado, como aumento da eficiência e velocidade 
no desenvolvimento de novas cultivares e maior precisão na seleção de caracteres 
de interesse, resultando em materiais genéticos superiores em termos de eficiência e 
rentabilidade.

Na era da agricultura de precisão, o melhoramento genético de plantas continua 
tendo o papel principal na busca por cultivares mais produtivas, resistentes a doenças e 
com alto desempenho em diferentes condições ambientais. Com o auxílio de avanços 
tecnológicos, como Sistemas de Informações Geográficas, fenotipagem em larga 
escala e genômica, os programas de melhoramento têm a oportunidade de alcançar 
ganhos de seleção surpreendentes. Combinações estratégicas de inteligência artificial, 
computação, sensoriamento remoto e automação de processos têm acelerado o ritmo 
das descobertas e impulsionado a eficiência dos ciclos de seleção (Bernardo, 2020). 
Nesse contexto, os agricultores e pesquisadores têm à sua disposição um vasto 
arsenal de ferramentas que permitem a identificação de características desejáveis 
em plantas, conjuntamente com a análise genômica em larga escala e a tomada de 
decisões baseada em dados precisos. A convergência dessas tecnologias está abrindo 
novas perspectivas para o melhoramento genético, permitindo o desenvolvimento de 
cultivares cada vez mais adaptadas, sustentáveis e produtivas, capazes de enfrentar 
os desafios crescentes da agricultura moderna.

Embora o melhoramento de precisão seja uma abordagem promissora e 
complementar ao melhoramento clássico, é improvável que substitua completamente 
essa forma tradicional de melhoramento de plantas. Ambas as abordagens têm seus 
pontos fortes e são úteis em diferentes contextos. O melhoramento clássico, também 
conhecido como melhoramento convencional, tem sido usado há muito tempo para 
desenvolver novas cultivares de plantas, e envolve a seleção e o cruzamento de 
genótipos com características desejáveis para melhorar suas qualidades agronômicas, 
com um histórico comprovado de sucesso. O melhoramento de precisão pode acelerar 
o processo de melhoramento e facilitar a seleção de plantas com características 
desejáveis, enquanto o melhoramento clássico continua sendo uma valiosa ferramenta 
para desenvolver novas cultivares e combinar características complexas e, portanto, 
por serem complementares, podem ser usados em conjunto. 
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A Equação do Melhorista
Neste livro, não se pretende desvalorizar as técnicas e práticas de melhoramento 

genético clássico, rotulando-as como arcaicas ou obsoletas. Muito pelo contrário, 
o propósito é reconhecer e apreciar sua importância, ao mesmo tempo em que se 
incorpora novas possibilidades de coleta e análise de dados. A contraposição do 
melhoramento clássico ou convencional com o melhoramento moderno constitui uma 
falsa controvérsia. A criação de novas cultivares se dá pelos métodos clássicos de 
melhoramento. A efetividade desses métodos tem sido continuamente incrementada 
com novas técnicas e procedimentos, desde ajustes experimentais até as técnicas do 
melhoramento de precisão. 

O objetivo final do melhoramento de plantas é obter populações de alto desempenho 
para serem utilizadas diretamente como cultivares ou como populações base para 
extração de linhagens ou clones. A média de um caráter na população melhorada será, 
por definição, a média da população original acrescida do ganho por seleção. Uma 
população base ideal será aquela com média favorável e com potencial para gerar 
maiores ganhos genéticos adicionais. Para fins de seleção recorrente, geralmente 
são utilizados compostos ou sintéticos como população base. A escolha de parentais 
utilizando métodos de predição é uma forma eficiente de assegurar a obtenção de 
populações com propriedades adequadas. No caso de seleção de linhas puras ou 
clones a partir de cruzamentos dirigidos, a qualidade da população de seleção também 
vai depender da escolha apropriada de parentais.

A equação para predição de ganho por seleção, denominada equação do melhorista 
(breeder’s equation), é considerada a principal aplicação da genética quantitativa 
no melhoramento genético de plantas e animais (Cobb et al., 2019). A equação tem 
origem no conceito de regressão para a média de Francis Galton, em seus estudos 
relacionando caracteres de plantas, animais e humanos, entre gerações, na segunda 
metade do século XIX. O conceito de Galton recebeu tratamento matemático 
apropriado por Karl Pearson, gerando os coeficientes de regressão e de correlação 
(Stanton, 2001). Na sua forma mais simples, a equação do ganho por ciclo de seleção 
pode ser descrita por ΔG = ds x h2, em que ds é o diferencial de seleção, ou seja, a 
diferença entre a média dos indivíduos ou progênies selecionados e a média geral 
da população, e h2 é o coeficiente de herdabilidade específico para cada população, 
caráter e método de melhoramento. O coeficiente de herdabilidade é, por natureza, um 
coeficiente de regressão dos valores do caráter medidos nas unidades da população 
melhorada em relação aos valores do mesmo caráter nas unidades aparentadas 
na geração de seleção. Se denotarmos por Χi  os valores na geração de seleção 
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e por Χ᾿i  os valores correspondentes na população melhorada, o coeficiente de  
       Covxx'herdabilidade corresponde a h2 = . A covariância de Χ com Χ᾿ é uma medida da
         σ2

F  x
semelhança entre parentes na geração de seleção e na população melhorada, sendo 
uma função de componentes da variância genética da população de referência, para 
o caráter em questão (Carena et al., 2010). Para os métodos mais usuais de seleção 
intrapopulacional, a covariância corresponde à variância genética aditiva disponível 
entre as unidades de seleção, indivíduos ou progênies, com seleção em ambos os 
sexos. O denominador da equação refere-se à variância fenotípica entre as unidades 
de seleção. O diferencial de seleção pode ser expresso em unidades de desvio padrão
                 dsfenotípico fazendo i = −. Supondo seleção truncada e distribuição normal dos dados,
                                       σFx

o valor de i pode ser obtido a partir da proporção de unidades selecionadas. Para 
a comparação entre métodos e procedimentos de seleção, a equação pode ser 
adaptada para acomodar o tempo gasto em cada ciclo e possível endogamia na 
população melhorada. Com isso, a equação do melhorista pode ser reescrita por  ΔG 
= (i x r x σg )/L − dF. Essa equação encapsula os principais elementos que influenciam 
o ganho genético no processo de melhoramento de plantas. ΔG representa o objetivo 
final de todo esforço, o ganho genético alcançado ao longo do tempo. A intensidade 
de seleção (i) reflete a proporção de indivíduos selecionados, enquanto a acurácia 
da seleção (r) destaca a confiabilidade das predições. O desvio padrão genético 
(σg) mede a diversidade genética disponível para seleção de acordo com o método 
empregado. O tempo gasto por ciclo de seleção (L) pondera a rapidez do processo 
de melhoramento e a depressão por endogamia (dF) considera os efeitos negativos 
da reprodução entre parentais geneticamente relacionados. Compreender e otimizar 
esses termos é essencial para maximizar os ganhos genéticos, acelerar o processo de 
melhoramento e desenvolver variedades superiores e adaptadas às demandas atuais.

Pesquisa Realizada com Melhoristas Brasileiros 
sobre o Melhoramento de Precisão

Sinopse dos dados coletados

A fim de ilustrar o cenário do Melhoramento de Precisão no Brasil, foi realizada uma 
pesquisa via formulário Google, amplamente divulgada em universidades, instituições 
de pesquisa e algumas empresas dedicadas ao melhoramento genético de plantas. 
Neste formulário, obteve-se 238 respostas entre os dias 14 de fevereiro a 14 de maio 
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de 2023, e os resultados foram reunidos, sumarizados no decorrer do presente texto 
e ilustrados a partir do pacote ggplot2 do R (Wickham, 2016). Ao todo foram quinze 
perguntas, iniciando com o cargo/profissão/atividade do profissional. As possibilidades 
de resposta incluíam: estudante de pós-graduação em melhoramento de plantas ou 
área correlata, técnico ou especialista, docente/professor, pesquisador, consultor, 
cientista/analista de dados, empresário, líder/chefe de pesquisa ou setor, e em 
busca de recolocação. Solicitou-se aos participantes que selecionassem apenas sua 
ocupação principal, e, no caso de aposentados, que marcassem a ocupação antes da 
aposentadoria. Como se obteve apenas duas respostas de empresários, as análises 
feitas para esse público foram desconsideradas para evitar viés no resultado. Também 
se perguntou as idades, em intervalos etários de 5 em 5 anos ({21-25, 26-30, ..., 71-
75}). Porém, como foram poucos os respondentes com mais de 60 anos (isto é, nas 
classes 61-65, 66-70 e 71-75), eles foram agrupados como “>60” anos (Figura 1A).

Adicionalmente foi perguntado sobre a formação dos entrevistados (Figura 1B). 
Outra pergunta foi sobre as instituições e segmentos que os profissionais atuavam, 
ou seja, se nos setores públicos ou privados, e se eram de instituições ou áreas 
de pesquisa ou ensino, ou se o profissional atuava como autônomo(a). Na primeira 
pergunta, sobre o tipo de instituição, as respostas foram: “instituição pública”, com 
62,2% dos participantes selecionando essa opção; “instituição privada” foi selecionada 
por 31,5% dos respondentes; “Não se aplica” foi a opção de 4,6% dos participantes; 
e “Autônomo”, escolhido por apenas 1,7% dos respondentes. Na segunda pergunta, 
as possibilidades de resposta ficaram assim distribuídas: setor (ou instituição) de 
Pesquisa foi selecionada por 54,6% dos participantes; Ensino/pesquisa/extensão (ou 
Universidades) foi escolhida por 31,5% dos respondentes; Setor Produtivo (como 
empresas, companhias ou indústrias) foi a opção para 8% dos participantes; e “Outros”, 
escolhido por 5,9% dos respondentes. 

Profissionais que responderam à pesquisa lidam com diversas culturas agrícolas, 
e na Figura 2 é mostrada a distribuição desses profissionais. Note-se que um 
profissional poderá trabalhar com mais de uma cultura e, por esse motivo, o somatório 
das porcentagens do gráfico é superior a 100. São exemplos dessas espécies, as 
autógamas anuais: soja, arroz, trigo, feijão, centeio, cevada; alógamas anuais: milho, 
girassol e algumas hortaliças; alógamas perenes: coco, eucalipto, dendê, teca e 
mogno; espécies de propagação vegetativa: batata, morango, mandioca, banana, 
cana-de-açúcar; espécies de propagação mista: cacau, abacate, limão, manga; e 
autógamas perenes: pêssego e café arábica.
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Figura 1. Distribuição das 238 respostas. Na parte A estão as diferentes Profissões (Cargos 
ou Posições) dos que responderam à pesquisa. Na parte B estão as distribuições das faixas 
etárias (em anos) e a formação do profissional (última titulação obtida: graduação, mestrado, 
doutorado e pós-doutorado). Observação: mesmo que “pós-doutorado” não seja considerado 
como um grau de titulação, incluiu-se na pesquisa a título de informação, bastando somar 
as quantidades de Doutorado + Pós-Doutorado para um resultado mais condizente com as 
titulações.

Figura 2. Distribuição das 
respostas por cultivo agrícola 
de atuação do profissional. 
Observação:  um determinado 
profissional pode trabalhar 
com mais de uma espécie ao 
mesmo tempo.
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Inovação e Empreendedorismo no Melhoramento de Precisão

O desenvolvimento tecnológico e a inovação têm um papel fundamental na 
otimização da equação do melhorista. Novas tecnologias podem ser aplicadas 
para aprimorar a coleta de dados, melhorar a precisão das medições fenotípicas e 
genotípicas, e acelerar o processo de melhoramento. Além disso, a inovação em 
métodos de análise e interpretação de dados genômicos e fenotípicos pode fornecer 
insights para identificar marcadores genéticos relevantes e entender as interações 
entre genes e características de interesse. Na Tabela 1 é revelado um panorama 
sobre o conhecimento dos entrevistados em relação às startups relacionadas ao 
melhoramento de plantas. Alguns entrevistados afirmam fazer parte ou serem 
proprietários de startups nesse campo, o que sugere participação ativa no setor. Além 
disso, uma parcela dos entrevistados demonstrou ter conhecimento específico sobre 
startups voltadas para o melhoramento de plantas, indicando familiaridade com o tema. 
No entanto, a grande maioria dos entrevistados (quase 58%) afirmou não conhecer 
nenhuma startup nesse âmbito. Esse resultado ressalta a necessidade de aumentar a 
divulgação e conscientização sobre as startups que atuam no melhoramento genético 
de plantas, a fim de promover maior compreensão e envolvimento dos profissionais 
nessa área de inovação.

Tabela 1. Resposta dos participantes à pergunta: “Você conhece Startups (ie., uma empresa 
emergente e inovadora que busca desenvolver um modelo de negócios aplicado) voltadas 
para o Melhoramento Genético de Plantas?”.

Respostas Frequência

Sim, inclusive faço parte de uma (ou sou proprietário) 5 (2,10%)

Sim, conheço uma ou mais Startups específicas para o Melhoramento 46 (19,33%)

Sim, conheço uma ou mais Startups com aptidão para o Melhoramento 49 (20,59%)

Não. Sei que existem Startups, mas não conheço nenhuma voltada 
para o Melhoramento de Plantas 138 (57,98%)

238 (100%)

Os profissionais que responderam conhecer ou pertencer a startups mencionaram 
que essas estão envolvidas em uma ampla variedade de áreas relacionadas ao 
melhoramento genético de plantas, e atuam desde a avaliação de ensaios de valor 
de cultivo e uso, prestação de serviços de sequenciamento de DNA e mapeamento 
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genético, análises estatísticas e desenvolvimento de variedades, transgenia, soluções 
de fenotipagem, análise de dados, edição genômica e produção de sementes. Além 
disso, também foram mencionadas startups que atuam em áreas específicas, como 
reflorestamento, polinização via drones, cultivo em ambientes controlados, e várias 
outras atividades diretamente ou indiretamente relacionadas ao melhoramento de 
plantas.

Habilidades Tecnológicas Pertencentes ao Pipeline do 
Melhoramento de Precisão

A rotina de trabalho do melhorista vegetal moderno é marcada pela utilização 
de diversas tecnologias de coleta e obtenção de dados, tais como fenotipagem 
automatizada, bioinformática, genotipagem via milhares de marcadores do tipo SNP 
(Single Nucleotide Polymorphism), caracterização ambiental, simulação de dados 
e integração com a “Internet das Coisas” (IoT – Internet of Things). Além disso, é 
importante dominar linguagens de programação como R, Python, C, C++ ou C#, bem 
como utilizar plataformas de hospedagem de código e gerenciamento de bancos 
de dados. Os procedimentos de análise de dados incluem estatísticas descritivas, 
testes de médias, estatística multivariada, modelos lineares e não lineares, métodos 
bayesianos e técnicas de inteligência artificial. Essas abordagens são fundamentais 
para o avanço do melhoramento genético de plantas e permitem uma análise mais 
precisa e eficiente dos dados coletados (Figura 3).

Foi perguntado quais tecnologias de coleta/obtenção de dados fazem parte da 
rotina de trabalho dos profissionais do melhoramento, e as possibilidades de resposta 
foram: fenotipagem em larga escala/automatizada com sensores embarcados em 
drones, robôs terrestres ou plataformas fixas. Além disso, a genotipagem via SNP 
usando Next Generation Sequencing (NGS) com Chips ou Arrays e a bioinformática 
com atividades como alinhamento de sequências, identificação de SNPs e anotação 
de genomas também foram mencionadas. Outras opções foram a caracterização 
ambiental com estações meteorológicas e dados de satélites orbitais; a simulação de 
dados usando técnicas como Monte Carlo, Bootstrap e Redes Bayesianas; bem como 
sistemas integrados com IoT. Para essa pergunta, foi possível selecionar mais de uma 
resposta (Figura 3-A).

Foi perguntado sobre o domínio de linguagens de programação e o uso de 
plataformas de hospedagem de código e de gerenciamento de banco de dados. As 
possíveis respostas incluíram o conhecimento avançado ou básico nas seguintes 
linguagens: R, Python, C, C++ ou C#. Também foi possível selecionar se utilizavam 
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plataformas de hospedagem e compartilhamento de códigos (por exemplo, 
GitHub), plataformas de gerenciamento de dados (por exemplo, SQL), ou se o 
profissional não utilizava ou desconhecia as opções mencionadas. Era permitido 
marcar mais de uma alternativa. Os participantes da pesquisa puderam incluir 
outras linguagens de programação que porventura utilizassem em suas rotinas de 
trabalho (Figura 3-B).

Na sequência, foi perguntado quais procedimentos de análise de dados são 
utilizados. As possibilidades de respostas incluíram desde análises clássicas e 
essenciais, como estatísticas descritivas e análises gráficas, ANOVA juntamente 
com testes de médias (como os testes Tukey e Scott-Knott), estatística 
multivariada (como Análise de Componentes Principais – PCA, Análise Fatorial – 
FA e análises de agrupamento), modelos lineares (como análise de regressão 
simples, quadrática e cúbica), modelos não lineares (como Sigmoidal Logístico, 
Gompertz e Weibull), modelos mistos (lineares e não lineares), até métodos 
bayesianos e técnicas de inteligência artificial (tais como aprendizado de máquina, 
redes neurais, lógica Fuzzy e Random Forest). Foi possível marcar mais de uma 
alternativa (Figura 3-C).

Com base nos dados coletados com os participantes da pesquisa, é possível 
discutir algumas tendências relacionadas às tecnologias de coleta de dados 
(Figura 3-A). É interessante notar que a genotipagem em larga escala (via SNP) é 
amplamente utilizada, apesar de seu alto custo quando avaliados centenas a milhares 
de marcadores. Isso pode ser atribuído ao seu potencial para fornecer informações 
importantes sobre a composição genética de indivíduos e populações. Por outro lado, 
a subutilização da ambientipagem via sensores orbitais, que muitas vezes é gratuita, 
pode ser devido à falta de conhecimento em SIG ou infraestrutura adequada para 
acessar, processar e interpretar esses dados (Resende et al., 2021). A bioinformática, 
embora tenha a necessidade de alta especialização, é uma área bem explorada, 
destacando sua importância como ferramenta para análise de dados genéticos e 
genômicos. Quanto à fenotipagem, a preferência pelo uso de drones em comparação 
com plataformas terrestres pode ser atribuída à sua capacidade de fornecer uma visão 
abrangente e detalhada das características fenotípicas, permitindo cobertura eficiente 
de grandes áreas, além de ainda serem mais acessíveis em termos de custo (Reynolds 
et al., 2019). No entanto, é possível especular que a adoção de plataformas terrestres 
pode aumentar à medida que novas tecnologias e abordagens sejam desenvolvidas 
e se popularizem, possibilitando maior diversidade e precisão na coleta de dados 
fenotípicos.
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Figura 3. Resposta sobre quais 
ferramentas tecnológicas são 
utilizadas por profissionais do 
melhoramento genético de 
plantas. Parte A, respostas 
sobre conhecimento e 
utilização de ferramentas 
de aquisição de dados. 
Parte B, respostas sobre 
conhecimento e utilização de 
ferramentas computacionais 
de programação, manejo e 
gerenciamento de dados. 
Parte C, respostas sobre 
conhecimento e utilização de 
ferramentas de manipulação 
e análise dos dados.
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Com base nas respostas obtidas sobre domínios de linguagens computacionais 
(Figura 3-B), é evidente o predomínio do uso da linguagem R. No entanto, há pouca 
adesão a outras facilidades, como plataformas de hospedagem e gerenciamento 
de códigos, bem como plataformas de gerenciamento de dados e big data. Além 
disso, a baixa utilização de linguagens de nível básico, como C, C# ou C++, pode 
ser atribuída à sua complexidade e necessidade de habilidades especializadas. 
Surpreendentemente, embora o Python seja atualmente uma unanimidade no mercado 
de trabalho mundial (Afzal et al., 2020), profissionais brasileiros do melhoramento de 
plantas exploram pouco essa linguagem, talvez devido à falta de conscientização 
sobre suas capacidades ou à preferência por ferramentas mais difundidas, o R. No 
entanto, com a crescente demanda global por habilidades em Python, é possível que 
sua adoção aumente no contexto do melhoramento de plantas no futuro, à medida que 
suas vantagens e aplicabilidades forem mais reconhecidas e exploradas.

Com base nas respostas observadas sobre o uso de ferramentas de análise de 
dados na pesquisa realizada (Figura 3-C), é interessante notar que a maioria dos 
profissionais emprega análises básicas, como estatísticas descritivas, análises gráficas 
e a ANOVA. No entanto, alguns profissionais afirmaram usar ferramentas robustas, 
como estatística Bayesiana e Inteligência Artificial, mas curiosamente não fazem uso 
das ferramentas básicas, que deveriam ser fundamentais para qualquer estudo. Esse 
fenômeno pode indicar a falta de compreensão da importância das análises básicas 
para esse grupo. Além disso, é surpreendente constatar que, embora se esperasse 
que os Métodos Bayesianos estivessem recebendo atenção equivalente à adoção dos 
Modelos Mistos, quase o dobro de profissionais ainda preferem os clássicos Modelos 
Mistos em comparação aos métodos baseados no teorema de Bayes, resultado esse 
também observado anteriormente por Van Eeuwijk et al. (2016). Isso pode refletir 
a preferência por abordagens estatísticas tradicionais e uma possível resistência 
à adoção de métodos estatísticos mais especializados/avançados. No entanto, é 
importante que os programas de pós-graduação em genética e melhoramento de 
plantas promovam a utilização e a compreensão das ferramentas básicas e robustas 
de análise de dados, incentivando a aplicação adequada dessas técnicas para obter 
resultados mais precisos e confiáveis.

A mineração, o manejo de dados e o uso de big data também desempenham 
importante papel na otimização da equação do melhorista. Com o aumento da 
disponibilidade de dados genéticos e fenotípicos em larga escala, é possível utilizar 
técnicas avançadas de análise de dados para identificar padrões, correlações e 
relações complexas entre caracteres. Isso permite a seleção mais precisa e eficiente 
de plantas superiores, levando a um ganho genético mais significativo.
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Os conceitos da Pesquisa Operacional (PO) e a otimização matemática de 
processos podem contribuir para otimizar a equação do melhorista ao aplicar técnicas 
matemáticas e algoritmos avançados para encontrar a melhor combinação de variáveis 
e parâmetros no processo de seleção de plantas. Por meio da modelagem matemática 
e da simulação é possível explorar diferentes cenários e identificar estratégias 
ótimas que maximizem o ganho genético. Pela Figura 4, observa-se que Técnicos 
e Especialistas e, em especial, Cientistas/Analistas de Dados, são os profissionais 
que mais têm contato e utilizam a Pesquisa Operacional. No entanto, pouco ainda 
é explorado nessa área de conhecimento, que é muito utilizada por profissionais da 
área de engenharia de processos. O capítulo 6 deste livro é dedicado a PO e possui 
exemplos que podem ajudar no pipeline de atividades do melhorista de plantas.

Figura 4. Percepção ou entendimento dos profissionais sobre a Pesquisa Operacional (PO). As 
respostas foram subdividas entre possíveis cargos ou profissões dos entrevistados.

A Internet das Coisas (IoT), apresentada no capítulo 7, desempenha um papel 
fundamental no aprimoramento da rotina do melhorista de plantas, proporcionando 
vantagens significativas na coleta e monitoramento de dados. Ao possibilitar a obtenção 
de informações em tempo real sobre as plantas, em diferentes ambientes e condições, 
a IoT viabiliza o monitoramento contínuo e em larga escala das características 
fenotípicas de interesse. Esse acesso em tempo real a dados precisos e atualizados 
é de extrema importância para a análise fenômica, permitindo uma compreensão 
mais abrangente e detalhada do desempenho das plantas em resposta a diversos 
estímulos. Além disso, essas informações em tempo real fornecem insights valiosos 
para o ajuste de estratégias de seleção genética, possibilitando uma abordagem 
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mais precisa e adaptável ao processo de melhoramento genético. Dessa forma, a 
IoT também potencializa a equação do melhorista, elevando a precisão das decisões 
tomadas e impulsionando o desenvolvimento de variedades de plantas superiores 
em termos de produtividade, resistência a insetos-pragas e doenças, e adaptação a 
diferentes condições climáticas.

Procedimentos de Inteligência Artificial e Machine Learning (aprendizado de 
máquina), temas apresentados no capítulo 5, podem ser empregados para melhorar a 
acurácia da seleção, a previsão de características desejáveis e a tomada de decisões 
no processo de melhoramento. Algoritmos de aprendizado de máquina podem 
aprender a partir dos dados históricos e identificar padrões complexos, permitindo 
a identificação de genótipos promissores e a realização de seleção assistida por 
computador de forma mais precisa e eficiente. Essas tecnologias permitem analisar 
grandes volumes de dados genéticos e fenotípicos, identificar padrões complexos e 
fazer previsões precisas sobre o desempenho das plantas. Por meio do treinamento de 
algoritmos, a IA e o Machine Learning podem auxiliar na classificação de plantas com 
base em características desejáveis, na detecção de doenças ou estresses ambientais 
e na identificação de cruzamentos promissores. Isso agiliza o processo de seleção, 
tornando-o mais eficiente e permitindo a identificação de combinações genéticas com 
alto potencial de sucesso. Além disso, a IA e o Machine Learning também possibilitam 
a automação de tarefas rotineiras, como a análise de dados e a geração de relatórios, 
liberando tempo e recursos para os melhoristas se concentrarem em atividades 
estratégicas e de tomada de decisão. 

As métricas fenotípicas e a análise fenômica, apresentadas no capítulo 9, 
desempenham um papel cada vez mais relevante na otimização da equação 
do melhorista, pois fornecem informações detalhadas e abrangentes sobre as 
características expressas pelas plantas. Para obter informações ainda mais detalhadas 
sobre as plantas, os melhoristas modernos recorrem ao uso de drones e sensoriamento 
remoto. O sensoriamento remoto por meio de drones permite a captura de dados 
precisos e em alta resolução, tanto em nível macro (em perspectiva geográfica) quanto 
micro (em perspectivas de parcelas experimentais ou de organismo), ao monitorar de 
perto as plantas e seu ambiente. Essa abordagem proporciona uma visão abrangente 
das características fenotípicas, incluindo aspectos como altura, densidade de folhas, 
vigor e tolerância ao deficit hídrico. Também é possível identificar não apenas 
características visíveis, mas também variações relacionadas ao metabolismo, fisiologia 
e respostas relacionadas com a interação ambiental. Essas informações detalhadas 
são relevantes para compreender as relações entre o fenótipo e o genótipo, permitindo 
uma seleção mais precisa e embasada nas características desejadas. Além disso, 



29

Capítulo 1  ▪  O Melhoramento na Era de Agricultura de Precisão

a análise fenômica possibilita a identificação de marcadores fenotípicos associados 
a características de interesse, acelerando o processo de seleção e melhorando a 
eficiência do melhoramento genético de plantas. 

O Speed Breeding (SB) ou melhoramento acelerado, apresentado no capítulo 11, 
é uma abordagem inovadora no processo de melhoramento, combinando condições 
controladas de crescimento, indutores químicos e climatização ambiental para 
acelerar o florescimento e desenvolvimento das plantas. Isso permite obter múltiplas 
gerações em curto prazo, facilitando a seleção precoce de características desejáveis e 
reduzindo o tempo necessário para seleções sucessivas. O SB aumenta a eficiência do 
processo de melhoramento, impulsionando o desenvolvimento de variedades agrícolas 
superiores adaptadas a diferentes condições e necessidades. Na Figura 5 é mostrado 
o resultado da resposta dos participantes da enquete ao serem questionados sobre 
SB, estratificando-se por diferentes posições ocupacionais. Note-se que Líderes de 
Pesquisa, em especial de empresas privadas, têm maior conhecimento e experiência 
na aplicação dessas técnicas.

Figura 5. Percepção ou entendimento dos profissionais sobre Speed Breeding (SB). As 
respostas foram subdividas entre possíveis cargos ou profissões dos entrevistados.

A bioinformática desempenha um papel importante na análise e interpretação 
dos dados genômicos, permitindo a identificação de locos candidatos e a compreensão 
de suas funções biológicas, ademais, auxilia diretamente no desenvolvimento de 
tecnologias de genotipagem, que hoje já fazem parte da rotina de melhoramento das 
instituições de sucesso no melhoramento vegetal. Essas informações genéticas e 
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genômicas, tema apresentado no capítulo 10, contribuem para aprimorar a seleção 
de plantas superiores e otimizar a equação do melhorista. Este livro abordará tanto 
o desenvolvimento de marcadores modernos via genotipagem de larga-escala, como 
a aplicação desses marcadores em complexos e eficientes modelos de seleção 
genômica ampla.

A edição gênica (capítulo 12), como parte da engenharia genética de precisão, 
juntamente com as novas tecnologias de melhoramento genético, apresenta um 
potencial revolucionário para otimizar a equação do melhorista. Por meio de técnicas 
avançadas, como CRISPR-Cas9, é possível realizar modificações precisas no 
genoma das plantas, permitindo alterar características específicas de maneira mais 
rápida e direta. Essas tecnologias têm o poder de acelerar significativamente o 
processo de melhoramento, possibilitando a geração mais eficiente de plantas com 
características desejáveis. No entanto, poucos entrevistados disseram fazer uso 
dessas ferramentas em sua rotina de trabalho (Figura 6), provavelmente devido a 
uma combinação de fatores, como restrições regulatórias, e limitações de acesso a 
recursos e tecnologias avançadas, e, eventualmente, restrições pessoais ao uso de 
organismos geneticamente editados. É importante promover discussões e buscar 
soluções para que as ferramentas de edição gênica possam ser mais amplamente 
adotadas no melhoramento genético de plantas, impulsionando assim a inovação e o 
avanço na agricultura.

Figura 6. Aplicação de técnicas de Edição Gênica (engenharia genética de precisão) pelos 
profissionais de melhoramento genético de plantas. As respostas foram subdividas entre 
possíveis cargos ou profissões dos entrevistados.
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A integração de Sistemas de Informações Geográficas e técnicas de 
geoprocessamento também apresentam grande potencial na otimização da equação 
do melhorista, permitindo uma abordagem avançada conhecida como geoinformática. 
Por meio da análise de dados ambientais e da aplicação de modelos espaciais, é 
possível compreender a interação de genótipos com ambientes (G × A) e identificar 
regiões ou ambientes específicos onde certos genótipos são mais adaptados. A 
análise ambientômica, apresentada no capítulo 8, combinada com a identificação de 
marcadores genéticos associados à adaptabilidade, oferece uma base sólida para a 
seleção de plantas com desempenho otimizado em diferentes condições ambientais 
(Resende et al., 2021). Dessa forma, o uso de técnicas de SIG potencializa a capacidade 
dos melhoristas em direcionar seus esforços de seleção, maximizando assim o ganho 
genético em ambientes variados e contribuindo para o desenvolvimento de variedades 
vegetais mais resilientes e adaptadas às demandas regionais.

Concatenando todas as áreas de conhecimento anteriores, tem-se uma gestão 
otimizada do programa de melhoramento genético, sendo fundamental para maximizar 
o potencial da equação do melhorista. Isso envolve a definição de objetivos claros, 
o planejamento estratégico das atividades de seleção e cruzamento, a alocação 
eficiente de recursos financeiros e a utilização adequada das ferramentas tecnológicas 
disponíveis. Uma gestão eficiente e otimizada garante que todas as etapas do 
processo de melhoramento sejam integradas de forma sinérgica, potencializando o 
ganho genético obtido.

Habilidades Tecnológicas analisadas conjuntamente

A partir das respostas dos profissionais a respeito da utilização das tecnologias 
incluídas no questionário, foi elaborado o índice de habilidades tecnológicas, obtido 
a partir da soma, por indivíduo, das tecnologias utilizadas considerando ferramentas 
tecnológicas (drones, técnicas de ambientipagem, Next-Generation Sequencing - 
NGS, Inteligência Artificial, CRISPR, Pesquisa Operacional, R, Python, Estatística 
Bayesiana, etc.). Os índices foram agrupados por Faixa Etária e Cargo ou Profissão 
(Figura 7) e por Tipo e segmento institucional (Figura 8). 

O índice mostrou que profissionais com idades entre 31 e 45 anos apresentaram maior 
conhecimento e habilidades com as novas tecnologias apresentadas, e é um reflexo do 
contexto atual em que essas tecnologias estão se tornando cada vez mais integradas 
à rotina de trabalho no campo do melhoramento genético de plantas (Figura 7-A). Essa 
faixa etária pode ter sido exposta a essas tecnologias durante sua formação acadêmica 
ou posteriormente, permitindo-lhes adquirir habilidades e conhecimentos atualizados. É 
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importante ressaltar que isso não significa que profissionais mais jovens (21-30 anos) ou 
mais experientes (acima de 46 anos) não possuam habilidades relevantes ou estejam 
excluídos do uso dessas tecnologias. No entanto, é possível que profissionais mais 
jovens estejam em um estágio inicial de suas carreiras, ainda adquirindo experiência 
e aprofundando seus conhecimentos nessas áreas específicas, ou mesmo devido a 
currículos defasados de algumas universidades. Por outro lado, profissionais mais 
antigos podem ter tido menos exposição às tecnologias mais recentes por estarem em 
um estágio na carreira em que tal conhecimento não é exigido ou necessário. É possível 
ainda, verificar uma variação muito grande dentro de cada classe, mostrando que a faixa 
etária é apenas um dos fatores que influenciam nas habilidades tecnológicas.

Diante disso, é importante que seja oportunizado aos profissionais a educação 
continuada e o compartilhamento de conhecimentos entre profissionais de diferentes 
faixas etárias. A colaboração entre gerações pode enriquecer a aplicação dessas 
tecnologias no melhoramento genético de plantas, combinando a experiência e 
conhecimento dos profissionais mais experientes com a familiaridade e afinidade 
dos profissionais mais jovens com as tecnologias emergentes. Essa troca de 
conhecimentos e experiências contribui para a evolução e inovação contínuas no 
agronegócio, capacitando as equipes de melhoramento genético a aproveitarem todo 
o potencial dessas ferramentas para impulsionar os avanços na agricultura e atender 
às demandas crescentes por alimentos e demais insumos vegetais.

Os resultados da pesquisa também indicam que profissionais das ciências de dados 
(tema apresentado no capítulo 4) e líderes de pesquisa apresentaram maiores afinidades 
com as novas tecnologias apresentadas no questionário, o que é coerente com a natureza 
de suas atribuições profissionais e o contexto em que atuam (Figura 7-B). Profissionais 
das ciências de dados, por estarem diretamente envolvidos na análise e interpretação 
de informações complexas, estão mais familiarizados com a utilização de tecnologias 
avançadas, incluindo aquelas relacionadas ao melhoramento genético de plantas. Líderes 
de grupos de pesquisa também são frequentemente responsáveis por supervisionar 
projetos de pesquisa e desenvolvimento, o que exige conhecimento e compreensão 
das tecnologias mais recentes disponíveis. Além disso, eles têm um papel importante na 
promoção da inovação e adoção de novas abordagens em suas equipes de trabalho.

Por outro lado, docentes/professores, estudantes de pós-graduação, consultores 
e profissionais em busca de recolocação podem não ter a mesma exposição diária 
a essas tecnologias ou a mesma demanda em seus respectivos papéis. Docentes/
professores podem estar mais focados na transmissão de conhecimentos gerais e 
fundamentos teóricos, enquanto estudantes de pós-graduação estão em um estágio 
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de aprendizado e aprofundamento de conceitos básicos, antes de se especializarem 
em áreas mais específicas. Consultores e profissionais em busca de colocação 
profissional podem não estar diretamente envolvidos em projetos de pesquisa ativos 
ou não terem acesso às mesmas oportunidades de atualização de habilidades. Ter 
conhecimento em melhoramento de precisão pode aumentar a chance de conseguir 
posições mais importantes e de maior responsabilidade, pois o gerenciamento 
nessa área requer um entendimento sólido dos princípios genéticos e moleculares 
subjacentes. Gerenciar um programa de melhoramento de precisão envolve liderar 
equipes de profissionais com especialidades distintas e complementares, e, portanto, 
é fundamental ter conhecimento para coordenar os esforços, estabelecer metas 
claras e garantir a execução eficiente das atividades do programa. Por fim, gerenciar 
um programa de melhoramento de precisão envolve ter uma visão estratégica para 
identificar oportunidades de melhoria de processos e inovação, bem como antecipar 
tendências e desafios futuros na área. A capacidade de desenvolver e implementar 
estratégias inovadoras para o melhoramento de precisão pode ser um grande 
diferencial de mercado e, com isso, abrir portas para empregos mais importantes e 
desafiadores.

Figura 7. Boxplots mostrando a distribuição dos índices de Habilidades Tecnológicas (eixo y) 
entre diferentes atributos da pesquisa. Na parte A é mostrada a aptidão para diferentes 
habilidades tecnológicas de acordo com as diferentes idades dos respondentes da pesquisa. 
Na parte B é mostrada a aptidão para diferentes habilidades tecnológicas de acordo com as 
profissões (ou cargo ou posição) dos respondentes da pesquisa.



34

Melhoramento de precisão: aplicações e perspectivas na genética...

Integrações e parcerias entre universidades e empresas privadas foram abordadas, 
solicitando-se a percepção ou opinião dos participantes (Tabela 2). As respostas 
permitiam marcar até duas opções, incluindo: 1) parcerias para pesquisas de base sem 
ganhos operacionais diretos para as empresas; 2) parcerias com ganhos significativos 
para a(s) empresa(s); 3) parcerias sem contrapartida financeira ou com contrapartida 
mínima; 4) incentivo a muitas colaborações dessa natureza; 5) desaprovação devido 
ao alto custo e resultados insatisfatórios; 6) preferência pela realização exclusiva 
de Pesquisa e Desenvolvimento (P&D) pela empresa; e 7) avaliação cautelosa e 
imposição de restrições quando necessário.

Tabela 2. Percepção dos entrevistados sobre integrações/parcerias entre universidades com 
empresas privadas.

Percepção Respostas

Deveriam ser muito incentivadas. Há espaço/campo para muitas parcerias 
dessa natureza 197 82,77%

Deveriam ser feitas. Mesmo que apenas para pesquisas de base (sem 
ganhos operacionais diretos para as empresas) 91 38,24%

Estas parcerias devem ser avaliadas com muito cuidado, impondo-se 
restrições sempre que necessário 20 8,40%

Deveriam ser feitas. Porém, apenas se houver ganhos significativos para 
a(s) Empresa(s) 18 7,56%

Deveriam ser feitas. Porém, sem contrapartida financeira por parte da 
empresa, ou com contrapartida mínima 9 3,78%

Não deveriam ser feitas. Em geral, gasta-se muito dinheiro e raramente há 
resultados relevantes para ambas as partes 0 0,00%

Não deveriam ser feitas. Os profissionais/pesquisadores do quadro de 
funcionários da empresa devem atender toda demanda de P&D 0 0,00%

Com base nos resultados da pesquisa, observou-se que profissionais de instituições 
privadas demonstraram maior afinidade e proximidade com as novas tecnologias 
discutidas aqui, em comparação com profissionais de instituições públicas e profissionais 
autônomos (Figura 8-A). Essa diferença pode ser atribuída a diversos fatores, como 
o acesso a recursos e investimentos em tecnologia, a cultura organizacional voltada 
para a inovação e a ênfase na competitividade do mercado. Além disso, um paralelo 
interessante pode ser feito em relação aos setores de pesquisa, especialmente dentro 
dessas instituições privadas (Figura 8-B). É provável que esses setores estejam mais 
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Figura 8. Boxplots mostrando a distribuição dos índices de Habilidades Tecnológicas (eixo 
y) entre diferentes atributos da pesquisa. Na parte A é mostrada a aptidão para diferentes 
habilidades tecnológicas de acordo com os diferentes tipos de instituição dos respondentes da 
pesquisa. Na parte B é mostrada a aptidão para diferentes habilidades tecnológicas de acordo 
com os segmentos institucionais dos respondentes da pesquisa.

envolvidos e tenham rotinas mais intensas com atividades tecnológicas devido à 
natureza de sua função, que requer constantes avanços científicos e tecnológicos 
para se manterem competitivos e atenderem às demandas do mercado.

No entanto, é importante ressaltar que essas observações são baseadas nos 
resultados específicos dessa pesquisa, e outras variáveis podem influenciar a relação 
entre o setor de atuação e a proximidade com as novas tecnologias. Mais estudos 
são necessários para aprofundar essa compreensão e considerar outros fatores que 
podem estar em jogo, como o nível de investimento em pesquisa e desenvolvimento, 
as políticas governamentais e o acesso a recursos tecnológicos.

Com base nos resultados, a maioria dos participantes (quase 83%) apoia fortemente 
as parcerias entre universidades e empresas privadas, reconhecendo seu potencial 
e importância. Cerca de 38,3% concordam que as parcerias podem ser feitas para 
pesquisas de base, mesmo sem benefícios operacionais diretos. Uma minoria (7,6%) 
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destaca a necessidade de ganhos significativos para as empresas, enquanto outros 
(8,4%) enfatizam a importância da avaliação cuidadosa e da imposição de restrições, 
quando apropriado. Não houve participantes que se opuseram às parcerias ou 
acreditassem que a empresa deveria assumir toda a responsabilidade por P&D, o que 
sugere um amplo apoio à colaboração entre universidades e empresas privadas para 
impulsionar a pesquisa e o desenvolvimento.

As universidades brasileiras têm o potencial para formar profissionais aptos para o 
melhoramento de precisão, por fornecer conhecimentos teóricos e práticos em áreas 
relevantes, como genética, biologia molecular, estatística, dentre outras. Contudo, é 
importante ressaltar que as habilidades específicas em melhoramento de precisão, 
como o uso de técnicas moleculares avançadas e ferramentas de genômica, geralmente 
requerem um treinamento adicional e prática diária. Nesse sentido, instituições como a 
Empresa Brasileira de Pesquisa Agropecuária (Embrapa) e outros centros de pesquisa 
e desenvolvimento no Brasil desempenham um papel importante na formação de 
profissionais em diversas áreas, incluindo melhoramento de precisão. Por meio de 
programas de treinamento, workshops, cursos e colaborações, a Embrapa e outras 
instituições de pesquisa podem fornecer aos profissionais a oportunidade de adquirir 
habilidades práticas e conhecimentos especializados em melhoramento de precisão. Por 
fim, é importante destacar que o aprendizado contínuo e o acompanhamento dos avanços 
tecnológicos e científicos são essenciais para se manter atualizado em melhoramento de 
precisão, uma vez que técnicas e ferramentas estão em constante evolução.

O Brasil tem presença significativa e reconhecida na área de melhoramento de 
plantas, e possui instituições de pesquisa e universidades renomadas em ciências 
agrícolas, as quais contribuem para os avanços científicos e tecnológicos nessa 
área. No Brasil, existem professores e pesquisadores qualificados e experientes em 
melhoramento genético, alguns já com trabalhos em melhoramento de precisão, e, 
desse modo, o Brasil já possui expertise para ampliar e disseminar o conhecimento na 
área. No entanto, é importante observar que, dependendo do nível de especialização 
e das necessidades específicas, alguns pesquisadores brasileiros podem buscar 
oportunidades de treinamento e colaborações internacionais para aprimorar suas 
habilidades em melhoramento de precisão. 

Considerações Finais
Os avanços tecnológicos e as novas ferramentas estão revolucionando o campo 

do melhoramento genético de plantas. Como foi observado ao longo da discussão 
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baseada nos resultados do questionário, ficou evidente o potencial transformador 
dessas tecnologias na otimização da equação do melhorista. A partir da integração de 
técnicas, como a edição gênica, sistemas de informações geográficas, bioinformática 
e o uso de big data, os profissionais em melhoramento genético vegetal têm acesso a 
uma gama cada vez maior de informações genéticas e fenotípicas. Isso possibilita a 
identificação precisa de características-chave, a compreensão de suas relações com o 
genótipo e a seleção mais eficiente de plantas superiores. Além disso, a incorporação 
de novas abordagens, como o Speed Breeding, o uso de drones e o sensoriamento 
remoto, proporciona a coleta de dados em tempo real sobre as plantas em diferentes 
ambientes e condições. Isso amplia o conhecimento sobre as características fenotípicas 
relevantes e permite o ajuste de estratégias de seleção, resultando em um ganho 
genético mais significativo. No entanto, é importante ressaltar que a adoção dessas 
tecnologias não se limita apenas à atualização do conhecimento. A capacitação e a 
formação contínua dos profissionais são fundamentais para aproveitar ao máximo 
essas ferramentas e promover um melhoramento genético de sucesso.

Apesar dos progressos, é necessário um cuidado na interpretação dos resultados 
da pesquisa, pois existem variáveis adicionais que podem influenciá-los, como a 
demanda do mercado de trabalho e a competitividade geral do setor. Portanto, mais 
estudos são necessários para uma compreensão abrangente e precisa das relações 
entre as novas tecnologias e as diferentes categorias de profissionais. Em conclusão, 
as inovações tecnológicas discutidas neste capítulo têm o potencial de impulsionar 
o campo do melhoramento genético de plantas, permitindo a seleção mais precisa, 
eficiente e adaptada às necessidades específicas. A atualização constante e a 
incorporação dessas ferramentas prometem avanços significativos no desenvolvimento 
de cultivares superiores, contribuindo para a segurança alimentar e a sustentabilidade 
agrícola, diante de um cenário de aumento de risco devido às mudanças climáticas 
atuais e futuras. 

Este livro apresenta doze capítulos que, no nosso entendimento, fazem parte do 
que consideramos atualmente “melhoramento de precisão”. Esta obra foi pensada 
para alcançar interessados com nível de formação variado, desde estudantes de 
graduação até profissionais atuantes em melhoramento. Para facilitar a compreensão e 
entendimento, esta obra foi elaborada em língua portuguesa, fornecendo um panorama 
geral das áreas abordadas, e informações que permitem que quem quiser se aprofundar 
no tema de interesse, terá condições de fazê-lo. Esperamos com isso contribuir para 
que os profissionais possam conhecer e trazer esse conhecimento para o seu dia a 
dia, e melhorar o resultado de seu trabalho. Para atuar em melhoramento de precisão, 
o profissional deve adquirir conhecimentos e habilidades adicionas relacionados a 
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técnicas moleculares, análise de dados obtidos pelas ômicas, e dominar ferramentas 
avançadas de melhoramento genético. Em adição, estudantes de graduação, ao 
tomarem conhecimento de áreas de estudo até então desconhecidas para eles, poderão 
eventualmente vir a se especializar naquelas que despertaram curiosidade e afinidade, 
dando início a uma nova geração de profissionais que irão promover o desenvolvimento 
do nosso país. Tenham todos uma ótima leitura e resultados! 
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CAPÍTULO

2 Gestão Otimizada dos Programas

José Maria Villela Pádua, Adriano Teodoro Bruzi, Ricardo 
Augusto Diniz Cabral Ferreira, Gustavo Evangelista Oliveira

Introdução
Os programas de melhoramento de plantas apresentaram evolução bastante 

acentuada nos últimos anos. Esse incremento não foi somente em termos de conhecimento 
ou tecnologias, mas também de dimensionamento ou tamanho dos mesmos. Hoje a 
atuação de muitos programas é da ordem global, principalmente devido a muitas fusões 
entre empresas que aconteceram nos últimos anos. Um dos lemas colocados por muitos 
programas é o “jogo de números”, o que faz com que o tamanho dos programas muitas 
vezes seja de grande magnitude, isto é, o número de dados obtidos seja muito grande 
(Vieira; Chen, 2021). Esses dados são oriundos de diferentes esferas: de fenômica, 
genômica e ambientômica, e ao conjunto foi dado o nome “melhoramento de plantas 
moderno” (Xu, 2016; Crossa et al., 2021; Resende et al., 2021).

Esse melhoramento de plantas moderno, também chamado de “melhoramento 
4.0”, é caracterizado pelo desenvolvimento e uso de diferentes metodologias, incluindo 
técnicas como o Speed Breeding e a edição de genomas (Ramstein et al., 2019). A 
aplicação de tais tecnologias irá exigir ainda mais conhecimento em diferentes áreas 
dos melhoristas. Como essas abordagens dependerão de novos tipos de dados, 
como sequências de DNA, fenotipagem de alto rendimento, predições, entre outros, 
o “melhoramento 4.0” demandará análises complementares aos estudos genéticos 
quantitativos tradicionais, sendo baseado em técnicas como as de Inteligência 
Artificial, IoT (Internet of Things), de aprendizado de máquina, entre outras que fazem 
uso eficiente de dados.

A gestão otimizada de um programa de melhoramento genético envolve uma série 
de atividades que visam maximizar a eficiência e eficácia do processo de seleção 
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de características desejáveis em uma determinada espécie. Algumas das atividades-
chave para a gestão otimizada de um programa de melhoramento genético incluem: 
definição dos objetivos do programa de melhoramento; organização do germoplasma; 
geração de variabilidade – planejamento de bloco de cruzamentos; condução do 
processo ou desenvolvimento do germoplasma, avaliações e seleções, entre outros.

Por tudo isso destacado, a gestão otimizada de um programa de melhoramento 
genético exige cada vez mais a combinação e integração de inúmeros conhecimentos 
técnicos, experiência prática e recursos financeiros para ser bem-sucedida. É importante 
que os responsáveis pela gestão do programa estejam sempre atualizados com as 
últimas tecnologias e métodos disponíveis para garantir que o programa seja eficiente 
e eficaz. A maioria dessas metodologias serão comentadas mais detalhadamente nos 
próximos capítulos. Neste capítulo, será abordado o funcionamento de um programa 
de melhoramento levando em conta a gestão otimizada das informações.

Organização Geral dos Programas de Melhoramento

Dentro de um programa de melhoramento de plantas existem várias etapas 
envolvidas (Bernardo, 2020), e dentre as mais importantes, estão o planejamento e 
a organização do programa de melhoramento. Essa organização envolve etapas ou 
fases chamadas, por alguns, de fases iniciais, intermediárias e fases finais (Figura 1). 
Antes de discorrer um pouco sobre essas etapas, é preciso salientar que qualquer 
programa de melhoramento leva em torno de 7 a 10 anos para terminar, ou seja chegar 
a cultivares, portanto, os objetivos precisam ser bastante claros e bem definidos para 
se ter sucesso ao longo do processo (Ramalho et al., 2012). 

Figura 1. Exemplo da organização 
de um programa de melhoramento 
de plantas autógamas distribuído em 
quatro etapas sequenciais. VCU = 
Valor de Cultivo e Uso. 
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A fase inicial contempla a decisão de qual estratégia será utilizada, seja ela 
introdução de cultivares, seleção de linhas puras ou a hibridação. Diante dessa 
decisão surgem vários outros questionamentos, como, por exemplo, quais genitores 
utilizar, quais métodos de recombinação, dentre várias outras questões. E, como não 
existe uma resposta totalmente certa – é a velha frase do agrônomo “depende” – isso 
nos leva a crer que quanto maior o conhecimento aplicado maior a chance de sucesso.

O progresso no melhoramento de plantas para resistência a doenças pode ser 
relativamente rápido se elas forem controladas por poucos genes. No entanto, a 
resistência de plantas a doenças é um dos vários objetivos do melhoramento, que de 
outro lado necessita desenvolver genótipos com níveis aceitáveis de produtividade, 
adaptação, qualidade e outros caracteres agronômicos favoráveis, ou seja, o trabalho 
com várias características se torna um desafio, principalmente quando as correlações 
entre as características são desfavoráveis ao ganho simultâneo.

Melhoramento de espécies autógamas 

As espécies vegetais autógamas são caracterizadas por apresentarem um 
processo de reprodução que ocorre predominantemente por autofecundação, ou 
seja, o cruzamento entre flores da mesma planta. Nas espécies vegetais autógamas, 
a autopolinização é o principal mecanismo de reprodução, o que contribui para 
a manutenção da pureza genética e estabilidade dos genótipos ao longo das 
gerações. Aqui se utilizará como exemplo um programa de melhoramento de trigo 
para resistência às doenças, produtividade e qualidade de grãos. Antes de iniciar 
um programa para o desenvolvimento de cultivares é necessário fazer levantamento 
prévio, no caso do trigo, das doenças que ocorrem na cultura e priorizá-las segundo 
os danos econômicos causados, para a região de atuação, bem como das cultivares 
mais produtivas (“adaptadas” e recomendadas) e também da qualidade desejada 
pelos compradores (moinhos da região). Nesse sentido, para se obter sucesso, 
é fundamental a organização e conhecimento do germoplasma, sendo uma das 
principais e mais importantes tarefas nessa fase (Carena, 2021). Entre as informações 
úteis para conhecer e selecionar genitores podem ser utilizados dados agronômicos, 
morfológicos, dados genômicos, entre outros. 

A cultivar de trigo mais cultivada e aceita pelos moinhos na mesorregião Sul/
Sudoeste de Minas e Campo das Vertentes é a BRS 264 (Pádua et al., 2022). Essa 
cultivar apresenta algumas características agronômicas e de qualidade que atendem 
a maioria das necessidades dos produtores, com exceção de uma: é altamente 
suscetível à brusone da espiga (Pyricularia oryzea patótipo Triticum – PoTl). Nesse 



44

Melhoramento de precisão: aplicações e perspectivas na genética...

caso, já se sabe que o controle genético desse patógeno é poligênico, logo se trabalha 
com acúmulo de alelos favoráveis. Nesse caso, o primeiro ponto é decidir quem 
serão os genitores envolvidos na formação da população multiparental recombinada. 
Considerando informações já existentes do comportamento de cultivares (Maciel et 
al., 2022) e a interação com outros setores da Ufla e Epamig foram identificadas as 
linhagens genitoras da população base. Em princípio, foram envolvidas 20 linhagens 
cruzadas no esquema de Top Cross com a cultivar BRS 264. A intenção foi obter 20 
populações de F1 e avançá-las para a F2. 

Nas fases iniciais e intermediárias, no caso do trigo, são selecionadas principalmente 
características de alta a média herdabilidade e, nesse momento, são utilizadas 
ferramentas úteis como é o caso dos marcadores moleculares. O uso de marcadores 
moleculares, ligados a genes, não é nenhuma novidade e já é realidade na seleção 
assistida ao melhoramento de trigo. Marcadores moleculares são sequências de 
DNA que permitem diferenciar, no mínimo, dois ou mais indivíduos, e em trigo estão 
disponíveis alguns marcadores que auxiliam na seleção de populações e progênies 
que apresentem as propriedades desejadas antes que elas se manifestem, entre 
eles os genes de resistência a brusone (2NS, Rmg e alguns QTL – Cruz; Valent, 
2017).  A seleção genômica também tem sido implementada com sucesso em alguns 
programas públicos (Wartha; Lorenz, 2021). Além dos marcadores, uma ferramenta 
possível de ser utilizada nessa fase inicial é o Speed Breeding (Watson et al., 2018). 
Essas ferramentas de melhoramento acelerado têm permitido a redução do tempo 
necessário para condução de um ciclo de melhoramento em diversas culturas, como: 
trigo, aveia, cevada, dentre algumas outras culturas.

A fase intermediária, envolve a avaliação das progênies da geração F2:3 até 
a geração F4:5, e, no caso do trigo, envolve as seleções e também o aumento da 
quantidade de sementes. Nessa fase intermediária, são avaliadas progênies com 
maior número de plantas, possibilitando fazer avaliações mais precisas, bem como 
trabalhar com experimentos maiores. As decisões nesse momento envolvem definir 
qual método de melhoramento utilizar, tamanho de parcela ideal, número de repetições, 
delineamento estatístico, entre outras. É necessário ressaltar que os vários métodos 
de melhoramento disponíveis para o desenvolvimento de cultivares apresentam 
benefícios e limitações, e a escolha do método mais adequado irá depender, entre 
outros fatores, do tipo de planta, das características a serem alvo de seleção, assim 
como dos recursos disponíveis (Ramalho et al., 2012).

Nesse momento, além dos dados fenotípicos e genotípicos, é mais comum iniciar 
a utilização de algumas ferramentas como o uso de imagens (que também podem 
ser utilizadas nas fases iniciais). Ferramentas como as de imagens de alta qualidade 
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permitem hoje que se tenha diferentes padrões de fenotipagem em larga escala (HTP 
– High-throughput phenotyping). Considerando programas comerciais que testam 
grande número de tratamentos por ano e considerando avaliações de características 
que são complexas e onerosas, tem sido possível se obter HTP de boa qualidade 
para ajudar na tomada de decisão dos programas de melhoramento. Exemplo disso 
tem sido a utilização no programa de trigo do Cimmyt (Centro Internacional de 
Melhoramento de Milho e Trigo, México) para doenças, altura de plantas, entre outros 
(Volpato et al., 2021). Nesse contexto, é preciso avaliar quais características têm 
boa explicação pela imagem, a relação custo/benefício dessa ferramenta, bem como 
pessoas e equipamentos necessários para processar, armazenar, interpretar e utilizar 
essas informações. 

Na fase final de um programa de melhoramento são testados menor número de 
genótipos, porém em maior número de repetições e de locais, o que traz um dos 
principais desafios dos melhoristas, como a maior demanda de recursos e a interação 
Genótipos × Ambientes. Para comentar sobre esse assunto, se continuará com 
o exemplo do trigo tropical no Brasil. Há um grande número de menções sobre o 
potencial de expansão da cultura na região tropical brasileira, porém os desafios das 
condições tropicais são grandes e o número de trabalhos para melhor caracterizar 
esse ambiente é muito escasso (Coelho et al., 2010; Condé et al., 2010). Nessas 
condições, só se consegue um pouco mais de eficiência se as instituições envolvidas 
com a pesquisa se associarem para otimizar os recursos disponíveis. Em situação 
semelhante, a estratégia que os norte-americanos encontraram foi a de implementar 
uma rede de pesquisa de modo a fazer com que muitas informações sejam geradas e 
assim tornar o processo de melhoramento mais eficiente, fundamentado em predições 
(Lawrence-Dill et al., 2019). 

No caso específico do trigo nas condições tropicais, há muita limitação em termos 
de número de instituições envolvidas e recursos (humanos e financeiros), e isso faz 
com que os trabalhos dos diferentes programas de melhoramento ou de pesquisa 
sejam ainda mais desafiadores. Portanto, existe grande benefício em se adotar um 
sistema semelhante ao relatado acima para a cadeia do trigo nas condições tropicais. 
Esse seria o primeiro passo para alavancar o entendimento desse ambiente, trazer 
então a união de dados de ambientômica, fenômicos e genômicos e desdobrar os 
pontos positivos e negativos, visualizar novas fronteiras e subsidiar as informações 
para o melhoramento nessa região. As fases finais incluem ainda experimentos de 
VCU (Valor de Cultivo e Uso) para o registro das novas cultivares. 
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Além dessas etapas, tem-se também fase de pós-melhoramento, que engloba duas 
etapas. A primeira é que após a geração F6:7, as progênies mais promissoras deverão 
ter suas sementes multiplicadas para ser o pipeline de produção e abastecimento de 
sementes das novas cultivares que irão para o mercado. A segunda fase contempla os 
esforços para a adoção das novas cultivares, na qual as equipes de desenvolvimento de 
mercado atuam em algumas linhas, como por exemplo: 1) Caracterização e definição do 
melhor pacote de manejo para a nova cultivar; 2) Dias de campo; 3) Vitrines tecnológicas; 
4) Visitas técnicas; 5) Mídia eletrônica; entre outros. A introdução e adoção das novas 
cultivares por parte dos agricultores não é um processo simples, e pelas razões discutidas 
acima, não parece haver uma estratégia baseada em ferramenta única que determinará 
o sucesso do processo. Com o acirramento da competitividade do mercado de cultivares, 
uma estratégia de múltiplas ferramentas que procure contemplar os diferentes padrões 
de agricultores aliado às demandas dos compradores/consumidores parece ter maiores 
chances de sucesso no contexto agrícola atual. 

Nesse contexto, na tomada de decisão há aspectos além dos técnicos, quais 
sejam a definição do plano de marketing, como definição do tamanho de mercado 
e precificação, além dos aspectos de produção de sementes. Paralelamente, as 
linhagens que estão sendo desenvolvidas e testadas pelos melhoristas no funil estão 
sendo purificadas, multiplicadas e estudadas no aspecto de produção de sementes. 
Assim, quando uma decisão de lançar uma cultivar é tomada, é necessário que já 
se tenham disponíveis sementes básicas e uma receita de produção de sementes 
eficiente para suportar a demanda dessa cultivar pelos agricultores.

Melhoramento de espécies alógamas

Diferentemente do melhoramento de plantas autógamas, existem espécies 
de plantas alógamas em que o objetivo final de se obter uma cultivar seria, 
majoritariamente, de variedades de polinização aberta ou híbridos. Nesse sentido, 
para a obtenção de híbridos após a obtenção de progênies endogâmicas ou linhagens, 
são realizados cruzamentos para se obter os híbridos. A planta mais elucidada no 
melhoramento de alógamas é o milho, logo se irá utilizá-la como exemplo. O mercado 
brasileiro de sementes de milho é de aproximadamente 96% de híbridos, sendo assim, 
o primeiro passo para obtenção de híbridos, como mencionado anteriormente, é a 
obtenção de linhagens. Nesse sentido, tudo que já foi mencionado é válido para a 
obtenção de linhagens. A diferença mais evidente é que, no caso do milho, já estão 
sendo utilizadas rotineiramente metodologias para se obter linhagens mais rápidas, 
como é o caso dos Duplos Haplóides (DH) (Figura 2). No ano de 1924, surgiu o 
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primeiro relato da ocorrência de plantas haplóides em tabaco (Clausen; Mann, 1924), 
posteriormente foram encontradas também em trigo e outras espécies (Wedzony et 
al., 2009). Somente recentemente essa tecnologia vem sendo difundida e utilizada 
nos programas de melhoramento no Brasil. Sua contribuição se baseia no avanço 
do processo de formação de plantas completamente homozigotas numa única etapa, 
contrapondo-se ao demorado processo tradicional de autofecundação. Ela permite 
que o processo de formação de uma nova variedade seja abreviado, diminuindo em 
até quatro anos as etapas de obtenção de uma nova cultivar, agilizando o sistema de 
seleção. A tecnologia de DH pode ser descrita por plantas geralmente originadas in 
vitro de gametas masculinos ou femininos, não fecundados, resultando na formação 
de plantas com apenas um lote cromossômico (vindo de um único gameta). Por 
serem haplóides e apresentarem apenas a metade do número de cromossomos, na 
sua grande maioria, essas plantas são, naturalmente, estéreis. Após duplicação dos 
cromossomos, elas recuperam a fertilidade, se tornando completamente homozigotas. 
No caso do trigo, por exemplo, existem duas maneiras mais comuns de induzir os 
haplóides: por cultura de anteras ou por cruzamento com indutor de haplóides e 
posterior eliminação cromossômica. Vale ressaltar que existem diversos exemplos de 
uso e aplicação dos DH nos diferentes programas de melhoramento (Chaikam et al., 
2019). Além da diminuição no tempo para alcance da homozigose, o método também 
permite maior eficiência no processo de seleção de genótipos com características 
superiores, sendo possível identificar, rapidamente, genes deletérios (que poderiam 
ser mascarados pela heterozigose), diminuindo o número de indivíduos necessários 
para identificar um possível “genótipo-alvo” (com características desejáveis). 

Figura 2. Comparação do uso da 
metodologia de Duplos Haplóides (DH) 
com a metodologia convencional. São 
mostrados os níveis de homozigose das 
populações de melhoramento ao longo 
das gerações. 
Fonte: Adaptado de Teingtham e La Borde (2017).
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Além do uso de DHs em milho, a seleção genômica ampla (SGA ou simplesmente SG) 
vem sendo largamente comentada e utilizada em alguns programas de melhoramento 
nacionais e mundiais de milho (Marinho et al., 2022). Essa técnica preconiza o uso de um 
número “x” de marcas espalhadas no genoma da espécie em estudo para se correlacionar 
ao fenótipo em fases de treinamento, para posterior seleção da população (Crossa et al., 
2017). A seleção genômica tem oferecido oportunidades de maximizar os ganhos genéticos 
e acelerar o ciclo de melhoramento. A seleção genômica é um tipo de metodologia de 
melhoramento em que os melhores materiais são selecionados a partir de seus valores 
genéticos preditos a partir de dados obtidos de marcadores moleculares, sendo os mais 
comuns os Single Nucleotide Polymorphisms – SNPs. Para isso é necessária que se tenha 
uma chamada população de treinamento e uma população de validação para calibrar os 
valores genotípicos vs os fenotípicos. Valores genéticos aditivos preditos em gerações 
precoces (DH ou F2:3) são utilizados para seleção precoce e redução do intervalo dos ciclos 
de seleção. Nesse caso, os valores genéticos aditivos são utilizados como Breeding Values 
como critério de seleção dos indivíduos / linhagens de uma população. Além da redução 
do intervalo dos ciclos proporcionada pela seleção em gerações precoces, também existe 
a possibilidade da maximização dos ganhos por meio da condução de populações muito 
maiores, já que a análise por marcadores para predição dos valores genéticos pode ser 
efetuada ainda em fases iniciais do programa de melhoramento, possibilitando a seleção 
precoce e descarte de não candidatos.

Para elucidar melhor os comentários anteriores, tome-se como exemplo um programa 
que implementa ambos (DH e SGA) em sua rotina. Após a obtenção dos DHs (vejam 
que se utiliza a SGA já para a seleção dos DHs), são realizados os chamados Top 
crosses (TC) com testadores do grupo heterótico complementar a cada um dos grupos 
(Lado esquerdo – em azul e direito – em verde – da Figura 3). Esses testadores são 
normalmente linhagens elite de cada um dos grupos, que apresentam alta capacidade 
geral de combinação (CGC). Após serem sintetizados, os híbridos irão para testes em 
campo e serão selecionados os melhores, os quais, após as reuniões de avanço, irão 
avançar para ensaios finais e VCUs e, posteriormente, para registro e lançamento do(s) 
melhor(es). Vejam que o processo de seleção e registro é semelhante ao relatado para 
autógamas, a diferença é que as linhagens convencionais ou DH não são testadas em 
vários locais, mas sim os híbridos oriundos dos TC1 e TC2.

Melhoramento de espécies de propagação vegetativa

As espécies de propagação vegetativa têm como objetivo o uso de cultivares 
comerciais sendo clones. Isso faz com que os indivíduos sejam geneticamente 
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idênticos à planta mãe, ou efetivamente clones da planta mãe. Uma parte das espécies 
de propagação vegetativa (ou de propagação assexuada) são alógamas, como a 
uva (Vitis spp.), banana (Musa spp.), mandioca (Manihot esculenta), cana-de-açúcar 
(Saccharum officinarum) e algumas espécies florestais como as espécies do gênero 
Eucalyptus spp., o qual será exemplificado aqui. É importante destacar que o eucalipto, 
embora tenha predomínio de propagação vegetativa significativo, recentemente, 
muitos pesquisadores brasileiros têm dedicado esforços no melhoramento de 
linhagens e composição de híbridos, algo semelhante ao que ocorre no programa de 
melhoramento de milho mostrado na Figura 3.

Figura 3. Estrutura de um programa de melhoramento de milho, partindo de 
dois grupos heteróticos distintos (parte azul e verde) até chegar em híbridos 
melhorados com elevado grau de heterose. A sigla SGA significa Seleção 
Genômica Ampla. 
Fonte: Adaptado de Gaynor et al. (2017).
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Figura 4. Estrutura simplificada de um programa de melhoramento 
de Eucalipto do tipo Seleção Recorrente, em que duas vias são 
possíveis, uma para desenvolvimento de clones elite e a outra para 
composição de pomares que fornecerão sementes melhoradas. 
Fonte: Adaptado de Grattapaglia e Kirst (2008).

Um processo simplificado de seleção utilizado no melhoramento florestal é 
apresentado na Figura 4. Inicialmente, são identificados os melhores indivíduos, que 
podem ser provenientes de germoplasma da Oceania, como a Austrália, ou de bancos 
dentro das grandes companhias florestais brasileiras. Esses indivíduos passam por 
múltiplos testes de progênies, seguindo um ciclo de Seleção Recorrente, que pode 
ser Recíproca/Interpopulacional (SRR), Intrapopulacional (SRI) ou Intrapopulacional 
em População Sintética (SRIPS). Em seguida, os melhores materiais genéticos são 
selecionados e têm duas destinações possíveis: 1) o melhoramento para a obtenção 
de híbridos clonais (maximizando-se a heterose entre o cruzamento de diferentes 
espécies de eucalipto); ou 2) a manutenção de pomares de multiplicação ou a própria 
recombinação das melhores plantas dentro das melhores populações. É importante 
observar que, após os cruzamentos, as plantas S0 são testadas e as melhores são 
selecionadas para serem clonadas e continuar os ensaios finais e VCU. A genômica 
florestal brasileira também merece destaque aqui, devido a suas pronunciadas 
tecnologias de genotipagem via SNP e de SGA (Grattapaglia, 2022).
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Para maiores detalhes sobre o melhoramento de autógamas, alógamas e de 
espécies de propagação vegetativa, sugere-se a obra de Recursos Genéticos e 
Melhoramento de Plantas (Nass et al., 2001) e Melhoramento genético de plantas de 
propagação assexuada (Resende; Barbosa, 2005).

Ferramentas Utilizadas para 
Gerenciamento do Programa

Um programa de melhoramento é de natureza complexa, principalmente em uma 
organização privada. Nesse sentido, estão envolvidos uma estrutura física, recursos 
humanos e financeiros que envolvem uma gestão cada vez mais tecnificada. Nesse 
contexto, são inúmeras ferramentas disponíveis para o gerenciamento de informações 
geradas por esses programas, e abrangem desde as tradicionais planilhas feitas por 
computador e preenchidas à mão, até os mais sofisticados softwares. Entre eles existem 
diferenças marcantes e com isso é preciso avaliar qual a real necessidade de cada programa 
de melhoramento. Entre as principais atividades de um software de melhoramento 
estão a organização, descrição e controle do germoplasma; planejamento e montagem 
de experimentos; análise de dados fenotípicos e genotípicos; controle de estoques de 
sementes, os quais serão detalhados um pouco dentro de alguns dos principais softwares. 

Quando mencionamos a estruturação de um time de ciência de dados, as ferramentas 
de coleta, estruturação e organização dos dados, além das ferramentas de análises, 
devem ser escolhidas com base em requisitos técnicos respeitando as características de 
cada empresa/organização. Dessa maneira, é de fundamental importância ter um time 
de ciência de dados estruturado suportando o melhorista, como também toda a cadeia 
ligada ao melhoramento. Com uma estrutura semelhante à da Figura 5, o melhorista terá 
suporte na parte de organização de dados, análises e sumarização, podendo focar seus 
esforços em planejamento estratégico e interpretação de informações e as tomadas de 
decisões sobre ferramentas e sistemas de informação a serem implementados de modo 
assertivo e sustentável ao longo dos anos. Nesse sentido, as técnicas de análise de 
dados e a importância de integrar informações de fontes diferentes para obter uma visão 
completa do programa são tratadas pelo time de ciência dos dados. O armazenamento 
e gestão dos resultados e avaliações na forma de meta-análises são questões que vêm 
sendo aplicadas no melhoramento, bem como tecnologias, como inteligência artificial 
e o aprendizado de máquinas, podem ajudar em tomadas de decisão estratégicas. No 
âmbito da era digital e da Big data, novas tecnologias têm emergido para lidar com 
isso. Nesse contexto, merece destaque a inteligência artificial, que é a ciência capaz 
de mimetizar as habilidades humanas. Muitas empresas como o Google, Facebook e 
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Netflix têm utilizado a inteligência artificial no sentido de mimetizar perfis de consumidor. 
No melhoramento de plantas, no âmbito da inteligência artificial, vários métodos como 
o Machine Learning, Deep Learning, entre outros têm surgido. As aplicações são no 
sentido de juntar dados de genômica, fenotipagem e ambientipagem, considerando 
o treinamento de modelos para aprender com os dados, identificar padrões e tomar 
decisões mais assertivas. Mais detalhamentos sobre as técnicas de Ciência de Dados e 
Inteligência Artificial, destacadas na Figura 5, serão vistos com maior riqueza de detalhes 
nos demais capítulos deste livro.

Softwares de gerenciamento

Como mencionado nos tópicos anteriores, os programas de melhoramento tomaram 
uma magnitude muito grande quando se trata de informações e dados gerados. Nesse 
sentido, o tempo do melhorista para lidar com todas essas informações tende a ser 
muito grande, e sabemos que nas diferentes organizações ele não consegue dedicar 
100% do seu tempo para lidar com tudo isso, o que faz com que as ferramentas e 
softwares de gestão sejam estritamente necessárias. Muitas são as opções de 
ferramentas e softwares disponíveis para gerenciamento de informações dentro de um 

Figura 5. Exemplo de estruturação de uma equipe de análise de dados e sua interface com 
profissionais do Melhoramento Genético de Plantas. Mais detalhes sobre essas atribuições dos 
profissionais da Ciência de Dados serão vistos no decorrer dos capítulos do presente livro.

Fonte: Adaptado de: https://www.business-science.io/business/2018/09/18/data-science-team.html.

https://www.business-science.io/business/2018/09/18/data-science-team.html
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programa de melhoramento de plantas. Porém, é preciso ter conhecimento do programa 
de melhoramento em que se deseja utilizá-los, pois às vezes o custo-benefício ou a 
eficiência operacional fazem com que eles não sejam passíveis de utilização. Outro 
ponto importante é a integração de sistemas, pois na maioria dos casos as ferramentas 
não conversam entre si, o que faz com que o uso de duas ou mais plataformas seja 
difícil. Em nossa visão, isso não será modificado facilmente, pois envolve interesses 
dos desenvolvedores. Essas ferramentas têm um apreço grande na otimização de 
processos dentro do programa, como por exemplo a automação de tarefas repetitivas e 
a eliminação de redundâncias, para uma gestão mais eficiente e eficaz.

O processo de melhoramento genético pode se beneficiar de uma série de 
softwares especializados (Tabela 1). O BMS Pro, disponível na plataforma Integrated 
Breeding Platform (IBP), oferece recursos avançados para a gestão de dados 
genéticos, permitindo aos pesquisadores armazenar, acessar e analisar informações 
para a seleção e melhoramento de plantas. O software Phenome oferece uma solução 
abrangente para o gerenciamento de dados fenotípicos, possibilitando a captura 
precisa de informações relacionadas a características observáveis de plantas e 
animais. O Agronomix, desenvolvido pela Genovix, é uma ferramenta poderosa para 
análise estatística e tomada de decisões baseadas em dados genéticos, oferecendo 
recursos avançados para a identificação de linhagens e cruzamentos promissores. 
O E-brida é um software projetado especificamente para o melhoramento genético 
de plantas, fornecendo ferramentas avançadas para a análise de dados genéticos 
e fenotípicos. O Doriane é um software abrangente que oferece suporte a várias 
etapas do processo de melhoramento genético, desde a coleta e gerenciamento de 
dados até a análise e tomada de decisões.

Para a visualização e análise de dados, o POWER BI, uma ferramenta da Microsoft, 
pode ser utilizado para criar painéis interativos e relatórios personalizados, permitindo 
compreensão mais profunda dos dados e facilitando a comunicação de resultados 
entre os envolvidos no processo de melhoramento genético. A título de exemplo, o 
Google imagens possui visualizações gráficas do POWER BI. Esse é de fato um 
software aplicado para mostrar o panorama de dados, experimentos e o progresso 
do melhoramento genético da empresa ou instituição. Por meio desse software 
é fácil visualizar a quantidade de dados em diferentes localidades, em diferentes 
distribuições geográficas, os diferentes caracteres fenotípicos avaliados, ou mesmo 
os diferentes estágios do melhoramento da empresa, como: quantidade de testes 
de progênies, testes de hibridação, testes clonais etc. Além disso, é uma excelente 
forma de visualizar os padrões de balanceamento e desbalanceamento de materiais 
genéticos entre diferentes experimentos.

https://www.google.com/search?q=power+bi&hl=pt-br&tbm=isch&sxsrf=AB5stBikfkpBODpTUotabPdvj-l9CYkPlQ%3A1690547997759&source=hp&biw=1536&bih=747&ei=HbfDZLPaLMH65OUPk6W9wA0&iflsig=AD69kcEAAAAAZMPFLXPVCMKD4E0THT7m1nVr2HYGHd8Q&ved=0ahUKEwjz3IWHtrGAAxVBPbkGHZNSD9gQ4dUDCAc&uact=5&oq=power+bi&gs_lp=EgNpbWciCHBvd2VyIGJpMgQQIxgnMggQABiABBixAzIFEAAYgAQyBRAAGIAEMgUQABiABDIFEAAYgAQyBRAAGIAEMgUQABiABDIFEAAYgAQyBRAAGIAESJYLUABY_gZwAHgAkAEAmAGSAaABiAiqAQMwLji4AQPIAQD4AQGKAgtnd3Mtd2l6LWltZw&sclient=img
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Tabela 1. Exemplos de softwares utilizados no gerenciamento de informações nos 
programas de melhoramento. 

Software Principais Funcionalidades Fonte

BMS Pro
(Integrated 
Breeding 
Platform – IBP)

Criação de banco de dados e consultas

https://
integratedbreeding.
net/

Atividades de Reprodução
Análise estatística
Dados de genotipagem
Gerenciamento de programas e usuários
Captura eletrônica de dados

Phenome

Sistema Principal: PhenomeOne

https://phenome-
networks.com/

Aplicativo Móvel: PhenoTop
Inventário
Análise de dados
Genômica
PhenomeBI
Phenogene

Agronomix 
(Genovix)

Teste de variedades

https://genovix.
io/; https://www.
agronomix.com/

Melhoramento de plantas
Inventário de sementes
Bioinformática
SaaS Baseado em nuvem
Soluções móveis

E-brida

Registo de dados online e offline

https://www.e-brida.
com/

Compartilhe seu conhecimento de reprodução internamente
Gerencie seus custos de reprodução
Registre a observação com laptop, tablet ou telefone no campo
Minimizar atos administrativos
Crie um método de trabalho uniforme
Ancestrais e descendentes em uma visão geral

Doriane

Acompanha várias operações: cruzamentos e hibridações, 
produção de linhagem pura, cruzamentos de teste e ensaios, 
relatórios https://www.

doriane.com/ Novas tecnologias
Sistema ETL1

Sistema Colaborativo Integrado

POWER BI

Visualização de dados fenotípicos e genéticos

https://powerbi.
microsoft.com/
pt-br/

Monitoramento do número de experimentos implantados
Visualização gráfica dos locais com experimentos
Contabilização dos traços fenotípicos mensurados
Criação de painéis interativos de dados
Compartilhamento de informações e colaboração entre diferentes 
profissionais

1 ETL = Extraction (Extração)/ Transformation (Transformação)/ Loading (Carregamento)

https://integratedbreeding.net/
https://integratedbreeding.net/
https://integratedbreeding.net/
https://phenome-networks.com/
https://phenome-networks.com/
https://genovix.io/
https://genovix.io/
https://www.agronomix.com/
https://www.agronomix.com/
https://www.e-brida.com/
https://www.e-brida.com/
https://www.doriane.com/ressources/blog
https://www.doriane.com/ressources/blog
https://powerbi.microsoft.com/pt-br/
https://powerbi.microsoft.com/pt-br/
https://powerbi.microsoft.com/pt-br/
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Além desses softwares de gerenciamento, algumas empresas optam pelo 
desenvolvimento de programas dentro da empresa (in company) pensando na 
otimização dos processos, ou seja, na personalização do produto e, além disso, na 
segurança da informação. Existem softwares como o Microsoft Excel e Programa R, 
por exemplo, contendo diferentes pacotes que são utilizados para gerenciamento de 
informações em um programa de melhoramento. Como exemplo, planilhas podem 
ser geradas no Excel, compartilhadas no Google Drive, e podem ser editadas em 
celulares ou tablets. Também alguns pacotes do R são bastante úteis em fazer sorteios 
e, principalmente, analisar dados obtidos. 

Porém, é de fundamental importância entender que softwares como Excel e outros 
com características semelhantes não podem ser tratados como uma forma segura de 
banco de dados, pois não foram desenvolvidos com essa finalidade. Hoje em dia há 
plataformas de nuvem, a um preço acessível, como Azure, AWS, entre outras, que 
permitem criar banco de dados de maneira estruturada, utilizando na maioria das 
vezes linguagem de programação em SQL, que permite segurança da informação, 
integração com outras ferramentas e sustentabilidade em números de data points a 
serem armazenados. Maior aprofundamento nesse tema será abordado nos demais 
capítulos deste livro. 

Organização dos Dados de Melhoramento

Organização de dados fenotípicos

 Nas diferentes etapas do programa de melhoramento são coletados diversos 
tipos de dados de avaliações fenotípicas. Nesse caso, é preciso estar atento ao que se 
tem de objetivo e prioridade em cada etapa. Para exemplificar a organização dos dados, 
será tomado como exemplo um experimento de tomate. São inúmeras avaliações 
necessárias para se fazer o registro de uma nova cultivar de tomate no Brasil. Nesse 
sentido, as principais avaliações são de dados agronômicos e de qualidade. Ao se 
utilizar algum software, tal como algum dos listados anteriormente (Tabela 1), após 
a definição dos locais, tratamentos, repetições, delineamento e etc., serão criadas 
colunas com cada variável a ser avaliada (Figura 6). Outro ponto importante, são as 
coletas de dados em plataformas remotas, como os celulares, tablets e até mesmo nos 
próprios equipamentos agrícolas, como as colhedoras de parcelas, em que as mesmas 
são processadas, analisadas e avaliadas, gerando as informações necessárias em 
tempo real (Figura 7). 
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Figura 6. Exemplo de planilhas para coleta de dados fenotípicos. Na parte A é mostrada a 
organização de um banco de dados de cruzamentos. Na parte B, é mostrada como executar 
algumas análises preambulares para diferentes delineamentos experimentais.  
Fonte: https://phenome-networks.com/

Figura 7. Exemplo de aplicativo para coleta de 
dados fenotípicos em dispositivo móvel como um 
simples celular. 
Fonte: https://phenome-networks.com/

https://phenome-networks.com/
https://phenome-networks.com/
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Organização de dados genéticos (moleculares)

Em programas consolidados de melhoramento genético, o uso dos marcadores 
moleculares é uma rotina. Não somente em se tratando de marcadores genéticos 
simples, ou seja, voltados para características de herança mono ou oligogênicas, mas 
também para as poligênicas. Os dados de caracterização genética por marcadores 
moleculares podem ser utilizados para a Seleção Assistida por Marcadores; Seleção 
Genômica ou Genome-wide association studies), por exemplo. Em consonância com 
o relatado anteriormente, em alguns softwares de gerenciamento, uma vez definidos 
os detalhes do experimento e quais as análises genéticas serão realizadas, também 
haverá o processamento das informações. No capítulo sobre genômica do presente 
livro será abordado diversas análises modernas sobre genômica no melhoramento de 
plantas.

Organização de dados ambientais

Além das já bem consolidadas Fenômica e Genômica, a “Ambientômica” apareceu 
como uma nova ômica modeladora da interação entre múltiplos dados ambientais × 
Genótipos (Resende et al., 2021, 2022). E não diferente do que foi listado acima, 
os dados ambientais têm ganhado cada vez mais importância no melhoramento de 
plantas (Costa-Neto; Fristche-Neto, 2021; Resende et al., 2021). 

Para uma boa organização de dados ambientais nesse nosso contexto de 
melhoramento, seguem algumas ideais a serem desenvolvidas: i) Definição do 
objetivo: É importante ter claro o objetivo do estudo e o que se deseja medir e avaliar 
para definir quais dados são relevantes; ii) Coleta de dados: Realizar a coleta de 
dados ambientais relevantes, como temperatura, umidade, luminosidade, solo, entre 
outros. É importante registrar a data e hora de coleta, localização e identificação da 
planta. Porém, se for com finalidade de Ambientômica é necessário coletar e gerir 
toda gama de variáveis ambientais disponíveis. É importante que a empresa tenha 
bom relacionamento com a área de SIG (Sistemas de Informações Geográficas); iii) 
Armazenamento de dados: Armazenar os dados em um formato estruturado, como 
tabelas ou planilhas, para permitir a análise e a visualização dos dados; iv) Análise 
de dados: Realizar a análise dos dados coletados para identificar padrões e relações. 
É importante avaliar o impacto dos fatores ambientais na planta e como eles podem 
afetar o desenvolvimento e a produção; v) Integração de dados: Integrar os dados 
ambientais com outros dados relevantes, como informações genéticas, para obter 
compreensão mais abrangente da planta, vi) Documentação: Documentar todo o 
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processo de coleta, armazenamento e análise de dados para permitir a revisão e a 
reprodução dos resultados no futuro.

Um ponto importante de se mencionar é que falta maior diálogo do setor de 
geociências/geoprocessamento e o setor de melhoramento. Nesse sentido, 
alguns pontos que merecem destaque são: i) Comunicação: Estabelecer 
canais de comunicação abertos e efetivos entre os dois setores para permitir a 
troca de informações e ideias; ii) Identificação de necessidades: Identifique as 
necessidades e objetivos de cada setor e como eles podem complementar um ao 
outro; iii) Projetos colaborativos: Desenvolver projetos colaborativos que permitam 
a integração de dados geocientíficos com informações sobre o melhoramento 
vegetal; iv) Treinamento: Oferecer treinamento aos funcionários para que eles 
possam compreender as metodologias e ferramentas utilizadas por ambos os 
setores; v) Conferências e workshops: Promover conferências e workshops para 
que os profissionais de ambos os setores possam se conhecer e compartilhar suas 
experiências; vi) Tecnologia: Investigar e adotar tecnologias que possam facilitar 
a integração de dados e informações entre os dois setores; vii) Envolvimento de 
líderes: Envolver líderes de ambos os setores para que eles possam apoiar e 
garantir o sucesso da colaboração.

Exemplo de Aplicação 
Apesar de tratar os dados fenotípicos, genéticos e ambientais em pontos separados 

acima, no melhoramento o acompanhamento e a ligação entre as diferentes etapas 
são fundamentais. Com isso, será elucidado aqui um processo de melhoramento que 
visa a confiabilidade, rastreabilidade e agilidade na busca de informações e tomada 
de decisão. Esse processo será dividido em quatro etapas interligadas e cíclicas 
Gerenciamento de Germoplasma ➔ Campos de Avaliação/Produção ➔ Dados ➔ 
Inventário ➔ Gerenciamento de Germoplasma. 

Gerenciamento de Germoplasma

Esta etapa representa a interface entre o melhorista e o banco de germoplasma, 
onde todas as informações relevantes, como fenótipos, genótipos e pedigrees, 
estão disponíveis e associadas a cada acesso genético (populações, progênies, 
linhagens, híbridos, clones, entre outros). Durante esse processo, várias ações são 
realizadas para garantir a eficiência e a utilização adequada do germoplasma. Em 
primeiro lugar, a gestão e classificação do germoplasma são realizadas, levando em 
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consideração as características específicas de cada cultura. Em culturas alógamas, 
como o milho, a classificação é baseada em grupos heteróticos, que consideram a 
compatibilidade genética entre os acessos para a formação de híbridos produtivos. 
Já em outras culturas, principalmente as autógamas, a classificação pode ser 
feita com base em critérios como grupo de maturação, tipologia de planta ou 
características específicas.

O controle populacional/parental e o pedigree são essenciais para rastrear a origem 
e a genealogia de cada acesso genético. Isso envolve o registro e o acompanhamento 
das gerações e dos parentais que deram origem a um determinado acesso. Essas 
informações são fundamentais para entender a história e as características genéticas 
de um material, bem como para direcionar cruzamentos e seleções futuras.

Outra ação importante é a rastreabilidade e o armazenamento de dados genotípicos 
e fenotípicos associados aos acessos genéticos. Durante o gerenciamento do 
germoplasma, é fundamental garantir a correta documentação e armazenamento 
dos dados relacionados aos acessos. Isso inclui informações como produção/
produtividade, desempenho dos materiais em diferentes ambientes, detalhes sobre 
resistência a estresses bióticos e abióticos, características morfológicas relevantes, 
dados de marcadores moleculares e fingerprint genético. Esses dados são valiosos 
para a avaliação e a seleção dos materiais, auxiliando na tomada de decisões 
informadas ao longo do programa de melhoramento.

Campos de Avaliação/Produção 

Aqui o melhorista planeja e executa diferentes campos (áreas de produção ou avanço 
genético e/ou ensaios de avaliação). Cada campo é composto por um grupo específico 
de genótipos e tem um objetivo bem definido. Nesse sentido, o acompanhamento e 
a rastreabilidade das atividades relacionadas a cada campo são essenciais para o 
sucesso do programa. Essas atividades incluem a avaliação e seleção de populações, 
progênies, híbridos e linhagens, onde são realizadas avaliações minuciosas das 
diferentes populações, progênies, híbridos e linhagens presentes no campo, aplicando 
critérios específicos para avaliar características desejáveis. Com base nessas 
avaliações, são feitas seleções criteriosas visando identificar os genótipos mais 
promissores.

Após a seleção dos genótipos promissores, é necessário produzir sementes para 
avançar no programa de melhoramento. Isso pode ser feito por meio de autofecundação, 
em que as plantas selecionadas são cruzadas com elas mesmas para garantir a 
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fixação das características desejáveis, ou por meio de cruzamentos controlados entre 
diferentes genótipos, visando combinar características complementares.

Um processo fundamental no campo de melhoramento genético de plantas é o 
grow-out, que consiste no cultivo e monitoramento das plantas selecionadas até que 
atinjam um estágio específico de desenvolvimento. Durante esse período, as plantas 
são cuidadosamente observadas, avaliadas e selecionadas com base em critérios 
estabelecidos. O grow-out permite verificar o desempenho das plantas em condições 
de campo, considerando fatores como interações genótipo-ambiente e estabilidade 
das características desejáveis. Além disso, também é utilizado para purificar linhagens, 
ou seja, realizar a seleção e fixação de características desejáveis em populações 
homogêneas.

A purificação de linhagens é um processo de seleção contínua realizado no campo 
para eliminar variações indesejáveis e garantir a estabilidade e uniformidade das 
linhagens desenvolvidas. Envolve a seleção e autopolinização das plantas escolhidas, 
repetidas vezes, visando a fixação das características desejáveis. Esse processo é 
repetido por várias gerações até que se obtenha uma linhagem pura, ou seja, uma 
população que apresenta alta uniformidade genética e estabilidade nas características 
de interesse. Posterior o desenvolvimento das linhagens, estas podem ser hibridizadas, 
compondo genótipos híbridos com elevado vigor de desempenho em comparação 
com seus genitores.

Dados

No escopo da organização e gestão de um programa de melhoramento de plantas, 
as ações relacionadas aos dados podem ser divididas em cinco etapas principais. A 
primeira etapa é o planejamento e definição dos ensaios, onde são estabelecidas as 
metodologias a serem utilizadas, como o delineamento experimental, a escolha das 
unidades experimentais, a definição das variáveis a serem avaliadas e os critérios de 
medição. Essa fase é crucial para garantir a qualidade e a comparabilidade dos dados 
coletados.

Em seguida, temos a avaliação/aquisição dos dados, na qual são realizadas as 
avaliações das plantas ou populações em estudo, utilizando critérios específicos 
previamente definidos. São coletados dados sobre características relevantes, 
como produtividade, resistência a doenças, tolerância a estresses, entre outras. 
A coleta de dados pode ser feita por meio de observações diretas, medições 
ou análises laboratoriais, dependendo das características em avaliação. Após a 
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coleta dos dados, é realizada a etapa de análise dos dados. Nessa fase, uma 
análise estatística é conduzida com o objetivo de extrair informações e inferências 
a partir dos dados coletados. Essa análise estatística é adaptada aos objetivos de 
cada experimento e pode incluir técnicas como análise de variância, regressão, 
correlação, entre outras. Essa etapa permite uma interpretação objetiva dos 
resultados obtidos.

A interpretação dos resultados e a tomada de decisão são realizadas a partir 
da combinação dos resultados das análises estatísticas com outras informações 
relevantes sobre os experimentos, como informações sobre os tratamentos 
aplicados, condições de cultivo e características dos genótipos avaliados. Essa 
interpretação permite obter insights sobre o desempenho das plantas, identificar 
genótipos promissores e tomar decisões sobre os próximos passos do programa 
de melhoramento. Geralmente, essa etapa envolve reuniões de seleção e 
avanço realizadas por equipes multidisciplinares das empresas, que combinam 
conhecimentos técnicos e científicos para tomar decisões embasadas nos resultados. 
A gestão está intimamente ligada ao gerenciamento de germoplasma. Isso envolve 
o manejo, conservação e disponibilização de recursos genéticos vegetais. São 
estabelecidos bancos de germoplasma, realizada a coleta e conservação de amostras 
representativas da diversidade genética das plantas, documentação e registro 
dos acessos, além da disponibilização desses recursos para uso no programa de 
melhoramento.

Inventário

O inventário desempenha um papel fundamental na rastreabilidade e na 
proteção da propriedade intelectual. Nos últimos anos, essa etapa tem adquirido 
uma importância significativa nas empresas de melhoramento, visando garantir a 
segurança e dificultar a perda ou o roubo de germoplasma. O controle adequado 
do inventário permite rastrear todo o processo, fornecendo informações detalhadas 
sobre a origem, a produção, a colheita, o processamento, o armazenamento e a 
manipulação de lotes específicos de sementes, vinculados a cada acesso de 
germoplasma.

Conforme mencionado anteriormente, todas as etapas do programa de 
melhoramento estão interligadas, e os dados gerados em cada uma delas 
são interdependentes. A qualidade dos softwares de gestão de programas de 
melhoramento está diretamente relacionada à capacidade de manter os dados 
de inventário, populações, gerações, genótipos, campos, locais e anos, de forma 
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simples e acessível. É crucial que esses sistemas de gestão sejam capazes de 
armazenar e recuperar informações de maneira eficiente, garantindo a integridade e 
a disponibilidade dos dados em todo o processo de melhoramento.

É importante ressaltar que, dentro dessas etapas, todas as informações são 
mantidas, permitindo o acompanhamento e o controle do pedigree dos materiais 
genéticos. Essas informações podem ser utilizadas para análises combinadas 
entre as gerações, possibilitando uma avaliação mais abrangente do desempenho 
dos genótipos. Além disso, os diferentes tipos de informações obtidos ao longo 
do programa de melhoramento, como dados fenotípicos e genotípicos, podem ser 
empregados na tomada de decisões estratégicas.

Considerações Finais
A genética e o melhoramento de plantas são áreas da ciência em que o 

conhecimento evolui muito rápido e isso traz oportunidades em diversas áreas. 
Esse fato se caracteriza pela multidisciplinaridade e pela rapidez de informações 
geradas. Nessa área, os resultados se refletem, positivamente, nos diversos setores 
agrícolas, na indústria alimentícia e no meio ambiente. Inovações tecnológicas e 
novas ferramentas que permitam o desenvolvimento de novas cultivares de maneira 
mais organizada, rápida e eficaz certamente contribuirão para o agronegócio 
brasileiro. Cabe realçar que é necessário trabalhar com a integração de todas essas 
informações geradas (Venske et al., 2021). Sabe-se, também, que a quantidade de 
informações obtidas é muito grande e fica evidente que os melhoristas do futuro 
terão de ser altamente qualificados, e rodeados por uma equipe multidisciplinar bem 
treinada.

Com isso, a gestão otimizada das informações dos programas de melhoramento 
tende a ganhar cada vez mais espaço e importância nos programas comerciais de 
melhoramento de plantas. Entende-se que, em termos de otimização da inteligência 
artificial e aprendizado de máquina, o monitoramento de condições ambientais mais 
localizadas e em tempo real, a integração de sistemas, o uso de tecnologias verdes 
e a maior integração entre setores serão fundamentais para os melhores resultados. 
Nesse sentido, espera-se que num futuro próximo as predições de comportamento 
de genótipos possam ser maximizadas (utilizando dados das diferentes origens), com 
elevadas taxas de acurácia dentro do melhoramento de precisão, e contribuam para 
que os programas de melhoramento incrementem os ganhos genéticos atrelados ao 
incremento de eficiência operacional (Figura 8). 
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Introdução
A economia mundial enfrenta vários desafios para melhorar o nível de desenvolvimento 

econômico e qualidade de vida de uma população de mais 9,7 bilhões de pessoas até 
2050 (United Nations, 2023). O crescimento global do Produto Interno Bruto (PIB) vem 
desacelerando com as tensões comerciais entre as principais economias globais e 
níveis crescentes de dívida pública (International Monetary Fund, 2022). A pandemia 
da covid-19 também pressionou o desenvolvimento tecnológico de empresas de 
todos os setores, incluindo aquelas envolvidas em programas de melhoramento de 
plantas (Popkova et al., 2022). Além desses desafios, a iniciativa privada enfrenta 
riscos e oportunidades específicas da inovação tecnológica na agricultura (Leal; 
Figueiredo, 2021). Por exemplo, a regulamentação sobre organismos geneticamente 
modificados pode ser complexa e onerosa, exigindo altos custos relativos a análises 
de biossegurança e o tempo de aprovação. Além disso, muitos investidores podem 
ver o desenvolvimento de cultivares como um investimento de alto risco, dificultando 
o acesso ao capital. As empresas que desenvolvem cultivares comerciais de espécies 
de interesse econômico também enfrentam a rápida mudança nas preferências 
dos consumidores por produtos orgânicos, o impacto das mudanças climáticas na 
produtividade agrícola, a escassez de mão de obra devido à automação do trabalho 
agrícola por máquinas e drones, e a necessidade de investimentos significativos em 
infraestrutura e treinamento de pessoal (Devaux et al., 2021; Oliveira et al., 2023). 
Por fim, há falta de coordenação entre instituições de pesquisa do setor público e 
empresas privadas em relação aos esforços de desenvolvimento e comercialização. 
Essa falta de colaboração pode resultar em duplicação de esforços, desperdício de 
recursos e atrasos no processo de desenvolvimento.
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Os desafios de inovação e desenvolvimento tecnológico também pressionam 
as empresas do setor agrícola a acompanharem o rápido avanço de tecnologias 
disruptivas envolvendo inteligência artificial (IA), internet das coisas (IoT), blockchain, 
big data e robótica. Esse capítulo abordará os principais desafios da inovação, formação 
profissional, propriedade intelectual (PI) e empreendedorismo para utilização de novas 
tecnologias em programas de melhoramento de precisão. Investir em tecnologias 
digitais, criação de uma cultura inovadora e delineamento de rotas tecnológicas podem 
garantir o sucesso econômico e superação dos desafios da indústria e academia.

Invenção, Inovação e Propriedade Intelectual

Os termos inovação e invenção são conceitos relacionados, mas possuem 
diferenças (Tirmizi et al., 2020). Invenção refere-se à criação de algo novo, como 
um dispositivo, método ou processo que não existia antes. A inovação se apoia em 
avanços da pesquisa e desenvolvimento (P&D), mas é realizada por meio de decisões 
de gestão no sentido de dedicar recursos à mudança de posição concorrencial da 
empresa em uma ou várias dimensões do sistema comercial e industrial. A inovação 
envolve investimento significativo de tempo, dinheiro e recursos humanos para 
desenvolver, testar e refinar uma invenção, tornando-a viável, lucrativa e útil para 
o mercado (Roberts, 2007; Solheim, 2022). Portanto, inovação não é uma ciência, 
tecnologia ou invenção. A inovação empresarial é sistêmica e exige a consideração 
minuciosa de todos os aspectos da atividade econômica. 

Propriedade intelectual (PI) é um sistema estabelecido para garantir a propriedade 
ou direitos exclusivos decorrentes de esforços intelectuais na indústria, ciência, 
literatura e arte (Bagnato et al., 2016). Fonseca (1998) define a patente como um 
monopólio legal de uso exclusivo de uma invenção e com duração de 20 anos no 
Brasil. É uma propriedade e, como tal, pode ser comprada, vendida, transferida ou 
licenciada. A proteção impede a cópia da invenção e qualquer tipo de exploração 
sem o consentimento do autor. Com a obtenção de uma patente, marca, desenho ou 
modelo, segredo comercial ou industrial, e direito autoral, as empresas transformam 
as ideias em propriedade intelectual (Quintino et al., 2021). 

Inovação Tecnológica e a Competitividade das Empresas

O fundamento econômico da proteção moderna da PI está relacionado com benefícios 
econômicos. Porém, as características de “bem público” devem ser neutralizadas para 
que seja possível obter benefícios financeiros. A propriedade intelectual permite essa 
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neutralização ao estabelecer propriedade sobre conhecimentos e informações, e isso 
transforma conhecimentos e informações em bens privados durante períodos limitados 
(Bagnato et al., 2016). Portanto, a proteção da PI resulta em privilégios aos criadores 
pela exclusão da utilização do direito por outras pessoas que não possuem autorização.

Propriedade intelectual é a base do direito à remuneração (Brasil, 1996). A proteção 
da PI fornece incentivos que asseguram a geração de novas invenções e criações, 
estimulando a inovação e promovendo o crescimento econômico sustentável. Se não 
há meios para proteger os conhecimentos, os inventores e/ou inovadores podem sofrer 
uma desvantagem, pois não recuperariam o investimento da inovação. O investimento 
no desenvolvimento de uma nova cultivar, por exemplo, pode requerer vários aportes 
de recursos financeiros durante 20 anos (Sampaio, 1998). Uma vez que ideias valiosas 
e mentes inventivas não estão amplamente disponíveis no mercado, o registro de 
ideias e tecnologias assegura sua propriedade e coloca valores tangíveis aos esforços 
intelectuais (Barrett, 2005). O desafio de levar soluções ao mercado é ainda maior 
no âmbito público do que no setor privado. Muitos gestores públicos ainda precisam 
entender que ideias novas e criativas oriundas do setor público podem ser integradas 
a negócios de sucesso e benefícios para a sociedade. A falta de cooperação e diálogo 
entre os setores público e privado é uma barreira para a transferência de tecnologia e 
inovação entre os setores. 

As empresas privadas muitas vezes possuem soluções criativas e inovadoras que 
poderiam ser adaptadas e incorporadas ao setor público (e vice-versa), mas a falta de 
interação e de entendimento mútuo dificulta a transferência de conhecimento (Diniz 
et al., 2018). Para superar os desafios da implementação de ideias inovadoras no 
setor público, é preciso investir em capacitação e incentivos para gestores públicos e 
promover uma cultura de diálogo e cooperação entre o setor público e privado. Ainda 
que em ritmo muito aquém das inovações no setor privado, o movimento em favor da 
inovação no setor público vem ocorrendo há alguns anos em vários países, incluindo o 
Brasil. Pode-se citar a existência de alguns prêmios que estimulam a criação de ideias 
inovadoras, como o Concurso de Inovação no Setor Público, promovido anualmente 
desde 1996 pela Escola Nacional da Administração Pública – ENAP (Santos, 2022). 
Fernandes (2019) verificou que a maioria dos casos de inovação está voltada para a 
melhoria operacional de processos. 

Para as empresas, a inovação é tipicamente realizada em função das decisões do 
mercado sobre recursos financeiros e humanos (investimento). O desenvolvimento de 
novos produtos e processos requer prazos cada vez mais curtos para o lançamento no 
mercado. No entanto, o momento de entrada no mercado (time to market) precisa ser 
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balanceado com a qualidade da primeira versão do produto colocada para lançamento 
(McNally et al., 2011). O ciclo de vida dos produtos também tem diminuído. Há um 
processo seletivo rigoroso em que apenas algumas ideias e invenções resultarão em 
inovação. Portanto, a inovação deve ser uma atividade contínua. Uma empresa líder em 
determinado mercado perderá rapidamente sua posição a partir do momento em que 
deixar de inovar. Investir em tecnologias digitais e formação profissional são essenciais 
para criar novas rotas de desenvolvimento tecnológico e ambientes de negócios capazes 
de superar os atuais e futuros desafios econômicos (Santos et al., 2016).

Não há fronteiras para a difusão do conhecimento em um mundo cada vez mais 
globalizado. Por um lado, a comunicação facilitada impõe um risco adicional de essas 
inovações serem copiadas, utilizadas ou cair na posse de concorrentes a custos 
relativamente baixos. Por outro lado, a comunicação instantânea favorece a participação 
integrada de empresários, empreendedores, inventores, cientistas e artistas. Esses 
dispõem de meios e materiais para inventar, proteger, divulgar e comercializar suas 
criações e inovações a nível global. As ideias precisam ser desenvolvidas, testadas, 
validadas, transformadas em produtos, processos ou serviços inovadores. Também 
precisam ser valoradas, divulgadas e comercializadas com sucesso. Portanto, antes 
da decisão sobre o investimento em tempo, talento, recurso econômico e financeiro 
no desenvolvimento de um novo empreendimento/produto/processo, é primordial e 
essencial se avaliar o potencial mercadológico da ideia. 

Além de ter acesso ao conhecimento técnico, é importante que as organizações 
entendam que tipo de ambiente existe ao seu redor. Isso inclui a análise de fatores 
internos, como a cultura da empresa e estrutura organizacional. Também há 
necessidade de avaliar variáveis externas, como tendências de mercado, cenário 
competitivo, preferências do cliente, etc. Avaliar o nível de maturidade tecnológica 
(TRL - technology readiness level) da solução ajuda a determinar os tipos de 
estratégias mais adequados para transformar a atual ideia ou tecnologia em uma 
inovação disruptiva (Embrapa, 2023). Uma vez escolhida a estratégia apropriada, 
traduzir a rota tecnológica em decisões de negócios é fundamental para iniciar a 
transformação digital de organizações públicas e privadas, como exemplificado para 
o melhoramento de precisão (Figura 1). A inovação envolve motivar as pessoas, 
definir objetivos claros, delinear o que se deseja alcançar, usar ferramentas e técnicas 
modernas, planejar as fases de execução, definir etapas críticas e metas mensuráveis, 
e realizar o acompanhamento rigoroso dos processos, orçamento e cronograma. 
Essas estratégias podem ser viabilizadas por diferentes modelos de negócios como a 
cooperação tecnológica, fornecimento de tecnologia, licenciamento de direitos sobre 
patentes e cultivares, dentre outros.
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Figura 1. Panorama da inovação 
em melhoramento de precisão. 

Parcerias com Universidades e o Fomento à Inovação

A indústria é um dos principais interessados no ecossistema de inovação e na 
qualidade da pesquisa e desenvolvimento. Vários novos produtos e serviços colocados 
no mercado dependem de resultados de P&D e, por isso, parcerias entre a indústria e 
academia podem fornecer suporte valioso a pesquisadores e empresas. Esse suporte 
pode ajudar a mitigar os riscos associados à inovação e garantir que novas ideias 
sejam comercializadas com sucesso. A colaboração entre empresas, universidades e 
startups é essencial para a inovação (Alänge et al., 2022).

Startups são empresas jovens que buscam um modelo de negócio escalável (Blank; 
Dorf, 2012). As startups se empenham em inovar em um mercado pouco explorado 
ou com alta concorrência, apresentando um perfil de risco mais elevado. A agilidade e 
flexibilidade são características importantes dessas empresas, que buscam solucionar 
problemas e atender às necessidades dos clientes de forma rápida e eficiente, muitas 
vezes utilizando métodos ágeis de gestão e desenvolvimento de produtos (Ries, 2011; 
Cohn, 2017). As startups também são importantes no processo de inovação, pois 
muitas vezes trazem novos produtos e serviços para o mercado baseados em ideias e 
tecnologias inovadoras. 
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As startups podem se beneficiar de parcerias com universidades para mitigar os 
riscos da criação de um novo negócio. As startups afiliadas a universidades têm acesso 
a financiamento, orientação e outros recursos que podem ajudá-las a levar suas ideias 
ao mercado (Barrett, 2005). Além disso, muitas universidades possuem incubadoras e 
aceleradoras que fornecem suporte e recursos especificamente projetados para ajudar 
no sucesso das startups. Portanto, as universidades fornecem um terreno fértil para 
inovação, empreendedorismo e progresso tecnológico por meio de suas atividades de 
pesquisa e ensino. 

As parcerias com o setor público permitem que as empresas tenham acesso a 
novas tecnologias e conhecimentos para aprimorar os serviços oferecidos aos seus 
clientes. Um exemplo de parceria envolve uma startup de fenotipagem baseada 
em plataformas de monitoramento agrícola com o uso de drones e sensores, e a 
Universidade de São Paulo (Terramagna, 2023). Essa universidade também apoiou 
o desenvolvimento de outras soluções de mapeamento aéreo com drones (Pix4d 
Brasil, 2023). Outros exemplos são startups envolvidas no monitoramento de 
lavouras em parceria com a Universidade Federal de Lavras e Universidade Federal 
de Viçosa (Agrointeli, 2023; Smart Agri, 2023). A Rapid Genomics, uma startup 
sediada na Flórida, Estados Unidos, conta com sócios brasileiros especializados em 
biotecnologia de genotipagem. A empresa se destaca por suas tecnologias avançadas 
de sequenciamento de DNA de alta velocidade e precisão, que são empregadas na 
análise genômica de plantas, animais e microrganismos (Rapid Genomics, 2023). 
Outras startups também atuam em análises de dados multiômicos apoiadas pelo know 
how em bioinformática e aprendizado de máquina (BioTuring, 2023). Outra importante 
startup com aplicação no agronegócio atua na análise estatística de dados fenotípicos 
e genômicos em parceria com várias universidades e instituições de pesquisa no 
Brasil e no exterior (Agrotools, 2023). Algumas oportunidades para novas startups 
envolvem o desenvolvimento de redes de dispositivos físicos interconectados por 
internet das coisas (IoT) para monitorar e controlar variáveis ambientais em tempo 
real; estruturas de dados compostas por blocos interligados e imutáveis criados pela 
tecnologia blockchain para rastrear informações genéticas e proteger a propriedade 
intelectual; bem como sistemas computacionais que possuem a capacidade de utilizar 
inteligência artificial (IA) para automatizar a análise de dados genômicos e auxiliar na 
seleção de cruzamentos promissores.

Outra forma que as universidades contribuem para o desenvolvimento tecnológico 
é por meio da criação de empresas spin-off, que são criadas por professores 
universitários, funcionários ou alunos, que usam seu conhecimento e experiência para 
comercializar suas pesquisas. Essas empresas geralmente trazem novos produtos e 
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serviços para o mercado graças ao apoio e aos recursos das universidades. As spin-
offs também ajudam a criar empregos e impulsionar o crescimento econômico em 
suas comunidades locais. As empresas de inovação aberta que estabelecem parcerias 
com universidades podem ser consideradas como um tipo de spin-off, pois a criação 
dessa nova empresa é impulsionada pela transferência de tecnologias, patentes e 
conhecimentos gerados durante a colaboração (Miranda et al., 2018). 

Um aspecto importante da inovação é o compartilhamento de riscos financeiros 
mediante parcerias entre universidades e indústrias. A inovação aberta é um modelo 
de inovação em que as empresas se abrem para a colaboração externa, visando 
aumentar sua eficiência e capacidade de inovar (Chesbrough et al., 2006). Esse modelo 
de inovação está relacionado à ideia de cocriação e colaboração entre empresas 
e instituições de pesquisa, incluindo universidades (Van de Vrande et al., 2011). As 
startups enfrentam riscos significativos nos estágios iniciais de seu desenvolvimento, 
pois muitas vezes carecem dos recursos e conhecimentos necessários para levar 
suas ideias ao mercado. No Brasil, o apoio financeiro concedido pelo governo pode 
ser realizado indiretamente por meio de benefícios fiscais, como a Lei do Bem, Rota 
2030 e Lei de Informática (Piazentini et al., 2021). Há também o apoio financeiro direto 
por meio de diversos mecanismos, como bolsas de recursos humanos, recursos não 
reembolsáveis da Empresa Brasileira de Pesquisa e Inovação Industrial (Embrapii), 
investimento obrigatório e subsídios econômicos. As empresas também podem 
acessar recursos reembolsáveis na forma de empréstimos ou buscar investimento de 
capital de risco, crowdfunding e investidores anjos. Cada tipo de financiamento tem 
suas próprias regras e exigências, mas geralmente as empresas precisam realizar 
aportes com recursos não reembolsáveis em todos os projetos. 

Financiamento de capital e capital de risco são duas formas importantes de 
compartilhamento de riscos em inovação, pois fornecem às startups o capital 
necessário para crescer. O investimento de capital em startups geralmente é realizado 
em troca de participação na empresa (equity). Esse financiamento por ações e capital 
de risco desempenham papel crucial no desenvolvimento da tecnologia e podem 
retornar financeiramente aos investidores se a startup for bem-sucedida (Baeta; 
Leite, 1990). O financiamento público também ajuda a mitigar os riscos associados 
à inovação, fornecendo a pesquisadores e empresas os recursos de que precisam 
para o desenvolvimento de novas ideias. O financiamento público ajuda a garantir que 
a inovação seja focada no bem público, contratando pesquisadores e fornecendo os 
recursos necessários para conduzir pesquisas de ponta em áreas prioritárias para o 
desenvolvimento econômico e social (Brasil, 2016, 2021). Além disso, o financiamento 
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público pode ajudar a apoiar a comercialização da pesquisa universitária, fornecendo 
financiamento para empresas spin-off e startups. 

Tecnologias Digitais e a Formação Profissional

Devido à competitividade e complexidade do setor agrícola, investir em tecnologias 
digitais e criação de uma cultura inovadora se tornam cada vez mais importantes para 
modernizar os programas de melhoramento de plantas. As empresas precisam de 
acesso a recursos suficientes para que possam alavancar os investimentos existentes 
enquanto fazem investimentos estratégicos em tecnologias digitais emergentes, como 
internet das coisas (IoT), blockchain, seleção genômica, automação, análise de big 
data, inteligência artificial, robótica e plataformas digitais. A combinação de várias 
abordagens fornece às empresas maneiras de utilizar soluções inovadoras em suas 
operações, permitindo-lhes flexibilidade na hora de tomar decisões sobre qual rota 
melhor se adapta às suas necessidades (Figura 1).

Novas tecnologias digitais podem ter aplicações potenciais na indústria, mas 
exigem investimento financeiro antes que qualquer retorno possa ocorrer. As 
tecnologias digitais emergentes podem permitir que pesquisadores e produtores não 
apenas coletem dados mais precisos sobre as plantas, mas também tomem decisões 
mais bem informadas com base em algoritmos preditivos. Essas tecnologias fornecem 
maior percepção das condições do solo, estratégias de controle de pragas e métodos 
de irrigação e, ao mesmo tempo, reduzem os custos de mão de obra associados às 
atividades manuais das operações. Além disso, permitem acompanhar o desempenho 
das plantas ao longo do tempo por meio de painéis em tempo real que permitem 
ajustar as atividades durante o cultivo. Esse tipo de automatização permite melhorar a 
eficiência do uso de recursos humanos e financeiros (Figura 1). 

Para que as organizações envolvidas em programas de melhoramento de plantas 
capitalizem as oportunidades envolvendo tecnologias digitais, um dos primeiros 
passos é adotar uma agenda de aprendizado focada no desenvolvimento profissional 
contínuo de seus colaboradores. As soft skills estão se tornando cada vez mais 
importantes no mercado de trabalho, pois os empregadores buscam indivíduos 
que possuam não apenas conhecimentos técnicos, mas também a capacidade de 
trabalhar bem em equipe, comunicar-se de forma eficaz e adaptar-se efetivamente 
às constantes mudanças (Smaldone et al., 2022; Espina-Romero et al., 2023). Ao 
favorecer o desenvolvimento de habilidades de liderança na equipe, por exemplo, os 
indivíduos mais confiantes e eficazes podem assumir funções e responsabilidades 
mais desafiadoras. Portanto, incentivar os colaboradores a pensar criativamente em 
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todos os níveis da organização e no seu desenvolvimento profissional podem levar 
a uma maior satisfação dos indivíduos no trabalho, melhorar seus relacionamentos 
profissionais, e aumentar os resultados e faturamento da empresa. 

A pós-graduação é outro caminho para o desenvolvimento profissional, fornecendo 
aos alunos conhecimentos e habilidades avançados em um campo específico. A 
obtenção de um diploma de pós-graduação pode levar a melhores oportunidades 
de emprego, salários mais altos e maior satisfação no trabalho. Além disso, a pós-
graduação oferece aos indivíduos a oportunidade de interagir com outros profissionais 
em suas áreas e participar de projetos de pesquisa de ponta. No Brasil, o retorno 
financeiro do investimento em pós-graduação é maior do que o retorno do investimento 
em graduação em diversas áreas de formação (Barbosa Filho; Pessôa, 2008; Costa 
et al., 2014; Barth et al., 2016). Além disso, é importante lembrar que o impacto da 
pós-graduação na carreira de um profissional pode variar de acordo com a área de 
atuação e com a demanda do mercado de trabalho em cada setor. Assim como em 
outros países, é importante ressaltar que a obtenção de um diploma de pós-graduação 
não é uma garantia de sucesso profissional, e outros fatores, como experiência e 
habilidades, também desempenham papel importante na carreira do profissional. 

O empreendedorismo é outro aspecto do desenvolvimento profissional que está 
se tornando cada vez mais importante. Empreendedores são indivíduos que iniciam 
e administram seus próprios negócios, assumindo os riscos e responsabilidades 
inerentes à sua atividade profissional. O empreendedorismo pode proporcionar aos 
indivíduos maior controle sobre suas carreiras, a capacidade de trabalhar em projetos 
pelos quais possuem grande afinidade e o potencial de retorno financeiro. Em áreas 
específicas, como o melhoramento de precisão, essas habilidades podem ser aplicadas 
para identificar oportunidades de negócio, desenvolver soluções inovadoras, liderar 
equipes e gerenciar projetos de forma eficiente. Além disso, o intraempreendedorismo 
tem se destacado como uma abordagem promissora no desenvolvimento profissional. 
Intraempreendedores são colaboradores que demonstram características 
empreendedoras dentro de uma organização, trazendo inovação, criatividade e 
iniciativa para impulsionar o crescimento da empresa.

Registro e Proteção de Propriedade Intelectual

A imaginação e a criatividade têm impulsionado o avanço tecnológico desde 
as primeiras formas de escrita até as inovações mais recentes, como o transistor, 
a nanotecnologia e a edição gênica de plantas. A inventividade humana permite 
enfrentar desafios, melhorar a qualidade de vida e explorar novas fronteiras em todas 
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as áreas do conhecimento (WIPO, 2022). No passado, as tecnologias eram protegidas 
exclusivamente por segredos comerciais, acordos de não divulgação e contratos com 
funcionários para impedir que concorrentes acessassem ou copiassem a PI. Hoje, o 
meio legal mais comum de proteger um invento é obter uma patente (WIPO, 2023). 
Conforme orientação do Instituto Nacional de Propriedade Industrial (INPI), o registro 
de um invento envolve atender condições gerais, tais como: demonstrar as novas 
características que não sejam conhecidas no corpo dos conhecimentos existentes, 
não ser evidente ou envolver algo que possa ser deduzido por uma pessoa com 
conhecimento médio naquele campo técnico (quesito de atividade inventiva), ter um 
uso prático ou capacidade de aplicação industrial e, finalmente, deve constituir o que 
se denomina “matéria patenteável” nos termos da lei aplicável, Lei n° 9.279/1996 
(Brasil, 1996). As patentes são conferidas pelo escritório de patentes do país em que 
se deseja proteger o invento. No Brasil, os pedidos de patentes são depositados no 
INPI. Direitos patentários são conferidos em troca da revelação completa da tecnologia 
pelo inventor ao público, por meio do pedido de patente.

As patentes, sejam de invenções ou de processos, não podem ser consideradas 
o único instrumento da atividade inovadora e geração/registro de PI. A proteção dos 
segredos industriais e comerciais, bem como proteção do know-how, proteção de 
desenhos e modelos continuam sendo importantes para proteger um invento pelas 
indústrias e empresas (Hull, 2019). A proteção dos segredos comerciais permite a 
preservação da natureza confidencial da informação contra a revelação indevida e 
contra o uso por pessoas não autorizadas (Hull, 2019). 

Os Estados membros da Organização Mundial da Propriedade Intelectual (OMPI 
ou WIPO em inglês) concordam sobre a importância de incentivar continuamente a 
inovação e assegurar a proteção como propriedade intelectual dos conhecimentos 
resultantes. Os Estados membros da OMPI empregaram recursos consideráveis para 
construir a infraestrutura global de atribuição de direitos de propriedade aos inventores 
(patentes, segredos comerciais e industriais), aos criadores (direitos autorais, desenhos 
ou modelos) e fornecedores de produtos e serviços (Castro, 2018).

Os Direitos de Obtentores aplicam-se à proteção de novas variedades vegetais e 
são regidos no Brasil pela Lei de Proteção de Cultivares, Lei nº 9.456/1997 (Brasil, 
1997). Cultivar é descrita como a variedade de qualquer gênero ou espécie vegetal 
superior que seja claramente distinguível de outras cultivares conhecidas por margem 
mínima de descritores, por sua denominação própria, que seja homogênea e estável 
quanto aos descritores através de gerações sucessivas e seja de espécie passível de 
uso pelo complexo agroflorestal. A nova cultivar precisa ser descrita em publicação 
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especializada disponível e acessível ao público, bem como a linhagem componente de 
híbridos, resultantes do melhoramento genético realizado pelo melhorista. As cultivares 
protegidas não podem ser reproduzidas comercialmente sem a autorização formal 
do(s) inventor(es). Um caminho para que o interessado possa multiplicar as sementes 
e mudas da nova variedade envolve a negociação de royalties (Silva et al., 2021). A 
Lei de Proteção de Cultivares estabelece que qualquer gênero ou espécie vegetal da 
nova cultivar ou a cultivar essencialmente derivada poderá ser protegida (Artigo 4º).

Um sistema efetivo de proteção de obtenções vegetais visa encorajar o 
desenvolvimento de novas variedades de plantas para o benefício da sociedade em 
áreas como agricultura, horticultura e reflorestamento. A criação de novas variedades 
vegetais requer substancial investimento (conhecimento, trabalho, dinheiro, tempo, 
etc.). A União para a Proteção de Obtenções Vegetais (UPOV) estabelece a proteção 
de variedades vegetais mediante um “direito do obtentor”, que é uma forma sui generis 
de direito de propriedade intelectual (um sistema especial para obtenções vegetais). 
Em virtude do acordo TRIPS (Acordo sobre Aspectos dos Direitos de Propriedade 
Intelectual Relacionados ao Comércio), os membros da Organização Mundial do 
Comércio (OMC) são obrigados a prover proteção a obtenções vegetais, seja mediante 
patentes, seja por meio de um efetivo sistema sui generis ou por uma combinação entre 
ambos (Boff, 2019). A proteção é conferida em um nível nacional. Entretanto, a UPOV 
permite proteção em um nível supranacional, que pode reduzir consideravelmente os 
custos e esforços necessários para obter proteção em diversos países.

Diferentes formas de proteção à PI estão disponíveis para variedades de plantas e 
invenções biotecnológicas, incluindo os direitos de melhoristas de plantas ou proteção 
de variedades de plantas; patentes de novos genes, características e processos; 
patentes de utilidade em variedades vegetais; uso do direito contratual; mecanismos 
biológicos (culturas híbridas); e segredos comerciais. Os direitos de melhoristas de 
plantas constituem-se no método padrão de proteção de cultivares na maioria dos 
países (Silva et al., 2021). Porém, a Lei nº 9.279/1996 impede que plantas e animais 
sejam patenteados, incluindo os clones de espécies arbóreas e seus híbridos. Como 
exceção, os microrganismos transgênicos podem ser patenteados. 

Não é vedada a patenteabilidade de processos para a obtenção de seres vivos, 
desde que atendam aos requisitos básicos de novidade, inventividade e utilidade prática 
industrial (Wolff, 1998). As novas espécies agrícolas, híbridos ou cultivares precisam ser 
registradas como cultivares comerciais pelo Registro Nacional de Cultivares (RNC). A 
proteção da propriedade intelectual no setor de melhoramento vegetal foi consolidada 
pelo RNC, com resultados imediatos para a pesquisa agropecuária e a produção de 
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sementes. Além disso, a Lei de Proteção de Cultivares criou o Serviço Nacional de 
Proteção de Cultivares (SNPC), responsável por gerenciar aspectos administrativos e 
técnicos dos materiais vegetais desenvolvidos. O SNPC mantém uma base de dados, 
preserva amostras vivas para fiscalização e monitora as características originais de 
cultivares protegidas no território nacional (Croplife, 2019).

Uma das principais atividades da UPOV é estabelecer os princípios gerais para o 
exame das variedades de plantas quanto à novidade (que não tenha sido comercialmente 
explorada durante um certo período anterior ao pedido), distinguibilidade (distinguível 
de qualquer outra variedade cuja existência é questão de conhecimento comum), 
uniformidade (plantas de uma obtenção devem ser uniformes nas suas características 
relevantes, salvo as variações previsíveis havidas tendo em conta as particularidades 
de sua multiplicação ou reprodução), estabilidade (a variedade deve permanecer 
sem modificações nas suas características relevantes após sucessivas reproduções 
ou multiplicações) e diretrizes e denominação adequadas para as espécies. Esses 
documentos normativos são periodicamente atualizados e estendidos a um número 
crescente de gêneros e espécies. No campo das patentes, o cenário internacional 
apresenta marcos legais como as Convenções de Paris para a Proteção da PI, de 
1883 e revista em 1967, firmada por 109 países (Castro, 2018). O Brasil é signatário 
das duas edições do Acordo.

De acordo com o Ato de 1991 da UPOV, os materiais de multiplicação ou reprodução 
(a semente ou planta – ou ainda parte de planta utilizada para a reprodução ou 
multiplicação da variedade) requerem autorização prévia do obtentor para produção 
ou reprodução; preparação para reprodução ou multiplicação; oferta à venda; venda 
ou qualquer forma de comercialização; exportação; importação; e armazenamento. 
Se um obtentor não tem possibilidade de exercer seus direitos sobre espécies 
anuais cultivadas, o material de multiplicação ou reprodução pode ser multiplicado 
ou propagado sem a autorização (WIPO, 2004). Nesse caso, o obtentor pode exercer 
seus direitos sobre a colheita.

Desafios da Propriedade Intelectual no Brasil

A propriedade intelectual no Brasil ainda apresenta pouca relevância e seu 
entendimento ainda é restrito (WIPO, 2019). A pouca utilização dos documentos e 
informações tecnológicas das patentes e outros ativos reforça a falta de conhecimento 
sobre a função da PI na inovação e desenvolvimento de novas tecnologias. No 
Brasil, esse desafio inclui a contraditória defasagem entre a alta produção científica 
nacional e o baixo número de patentes. Isso se deve a um reflexo da desconexão das 
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empresas, universidades e centros de pesquisa, e o desconhecimento do potencial da 
PI para incrementar o desenvolvimento econômico. Em consonante, existem gastos 
desnecessários com a compra de tecnologias externas que estão em domínio público, 
demonstrando a falta de conhecimento na busca de ativos de propriedade intelectual 
que possuem registro ou dos quais já se tem o pleno conhecimento industrial. 
Desperdiça-se parte do potencial inventivo e, por consequência, do potencial industrial 
inovador das entidades nacionais que lidam com pesquisa, tecnologia e inovação. 
Ainda existem vários pontos que impedem o país de atingir um ambiente favorável 
para a proteção de invenções, particularmente na área de biotecnologia (Biominas 
Brasil, 2018).

Um outro desafio da PI em programas de melhoramento é o tempo necessário 
para que uma patente seja analisada e concedida no país. Esse fato é basicamente 
atribuído ao aumento do número e complexidade das patentes depositadas e à limitada 
quantidade de examinadores. A falta de uma cultura de proteção das inovações reduz 
o número de patentes depositadas no exterior e dentro do país pelas instituições 
brasileiras. A ineficiência na produção de patentes também está associada a pesquisas 
científicas com poucas aplicações tecnológicas e originalidade e, como resultado, o 
Brasil aparece apenas na 66ª posição em relação à eficiência de produção de novas 
tecnologias mundialmente (Quintino et al., 2021). Os projetos de P&D financiados pelo 
setor público geram apenas 30% de publicações técnico-científicas em colaboração 
com grupos internacionais e 1% em colaboração com a indústria (Cross et al., 2017). A 
baixa performance das instituições brasileiras no ranking de patentes é agravada pela 
ausência de pesquisadores no corpo técnico das empresas. Em países desenvolvidos, 
as publicações em colaboração com a iniciativa privada podem corresponder até 80% 
do total. Além de haver poucos doutores, os investimentos em P&D das empresas são 
muito baixos (Biominas Brasil, 2018). Por fim, as instituições adotam a estratégia de 
explorar apenas o mercado brasileiro, ou não apresentam conhecimento e recurso 
para depositar a patente no exterior.

As opiniões sobre a interação entre instituições públicas e privadas têm sido 
contraditórias (Paiva; Melo, 2008). Um desafio importante para geração de PI envolve 
criar regras claras sobre a interação dos professores e laboratórios de instituições 
públicas com a iniciativa privada (Thamer; Lazzarini, 2015). Também há vários 
desafios a serem superados sobre as regras para professores que decidem criar 
novas tecnologias e abrir sua própria empresa em áreas próximas de sua formação 
acadêmica. Entretanto, não é objetivo deste capítulo resolver as contradições sobre o 
funcionamento das instituições públicas. Uma discussão mais aprofundada envolvendo 
representantes da sociedade civil pode ajudar a esclarecer essas questões e identificar 
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oportunidades para aprimorar a interação entre instituições públicas e privadas, 
incluindo como poderá ser viabilizado o aporte financeiro da iniciativa privada nas 
universidades, a liberação institucional de professores para projetos tecnológicos, o 
papel do financiamento público ou privado no fomento a essas iniciativas, o retorno 
esperado para a sociedade e o potencial dos alunos em se tornarem fundadores de 
startups a partir de projetos acadêmicos.

Os professores em regime de dedicação exclusiva trabalhando em projetos 
institucionais de pesquisa e inovação geralmente podem receber recursos financeiros 
de empresas privadas, desde que geridos por fundação de apoio ou receber 
diretamente de empresa privada desde que autorizado pela sua instituição. O recurso 
financeiro fornecido ao professor incentiva a produção e transferência de propriedade 
intelectual. Mas o país ainda precisa considerar a criação de novos planos de carreira 
para indivíduos contratados para atuar no ensino, pesquisa ou extensão conforme 
a necessidade da sociedade na região de sua unidade acadêmica. Ao contrário de 
países desenvolvidos, a educação superior brasileira não possui professores com 
dedicação exclusiva para pesquisa ou extensão em universidades federais e institutos 
federais de educação, ciência e tecnologia. 

Gestão da Inovação e Transferência de Tecnologias

A propriedade intelectual deve ser vista como um instrumento de política econômica. 
As patentes, por exemplo, destinam-se a recompensar o inventor, gerando um 
incentivo para a inovação e contribuindo para o investimento em mais projetos de P&D. 
A proteção das marcas baseia-se na ideia de distinguir os produtos e os serviços de 
uma empresa dos produtos e serviços de outras empresas. As marcas podem proteger 
o público de fraude e confusão, além do que o valor de uma marca está intimamente 
ligado à qualidade de seus produtos e afeta as decisões de compra pelos clientes 
(Qiao et al., 2022). A gestão da inovação encontra-se bastante relacionada à gestão 
da propriedade intelectual. A PI envolve processos tais como o depósito de pedidos e o 
acionamento, manutenção e aplicação dos direitos. O objetivo da gestão da inovação 
é a proteção dos resultados de projetos de P&D inovadores. Importante notar que nem 
todas as ideias comercialmente viáveis podem ser ou serão patenteadas. Portanto, 
algumas ideias são mantidas em segredo, especialmente na fase inicial, a fim de 
prevenir o enfraquecimento de uma vantagem competitiva.

A gestão da inovação é importante para identificar os aspectos técnicos e 
econômicos da PI e determinar as medidas necessárias para assegurar a proteção. 
As empresas podem utilizar a PI como um ativo essencial em modelos de negócios 
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baseados em conhecimentos e, para tirar benefícios da PI, as empresas devem 
associar esse desenvolvimento a regimes de apropriação e utilização da PI, a qual é 
uma fonte de diferenciação sustentável e de vantagem competitiva para as empresas 
e indivíduos que inovam. 

A gestão da inovação concilia a oportunidade da inovação com o contexto 
comercial e aloca recursos para a obtenção de retorno lucrativo e sobrevivência 
das organizações. A gestão da inovação atua no campo da economia, marketing, 
operações, finanças, contabilidade, tecnologia, forma organizacional, distribuição e no 
de todas as suas combinações possíveis (Tidd; Bessant, 2015). Com isso, a gestão 
da inovação não se apoia somente na apropriação e proteção dos conhecimentos 
criados pela empresa (Candelin-Palmqvist et al., 2012). Ela combina essa apropriação 
e proteção com as melhores oportunidades do mercado consumidor. Os principais 
fatores a serem considerados envolvem o tamanho do mercado, disponibilidade de 
capital e outros conhecimentos tácitos ou codificados, tecnologias específicas, regimes 
de apropriabilidade, ciclo de vida da inovação e o contexto jurídico do país.

A comercialização requer o licenciamento da inovação, e a proteção de PI é 
apoiada pela criação de sistemas de proteção múltipla (Figura 1). A transferência de 
tecnologia (TT) pode ocorrer por vias formais, mediante a compra de patentes ou 
licença, operações de fusão e aquisição de empresas ou outras formas de cooperação 
entre empresas. Independentemente da forma de transferência, a empresa precisa 
realizar investimentos tangíveis e intangíveis, que permitam adquirir novas máquinas e 
equipamentos e aperfeiçoar métodos de gestão (Etzkowitz; Zhou, 2021). Exemplos de 
transferência de tecnologia incluem a utilização de marcas para aumentar as vantagens 
comerciais da proteção de patentes e a transferência da notoriedade existente da 
marca de um produto para novos produtos associados (WIPO, 2023). 

Considerações Finais
Os programas de melhoramento de plantas devem estar preparados para enfrentar 

os desafios relacionados à inovação, propriedade intelectual e empreendedorismo. A 
modernização e o avanço desses programas dependem da utilização de tecnologias 
digitais e da formação profissional adequada. Com a crescente competitividade e 
complexidade do setor, é crucial que empresas e organizações invistam em recursos 
e estratégias para potencializar seus investimentos e adotar tecnologias emergentes, 
tais como internet das coisas, blockchain, seleção genômica, automação, análise de big 
data, inteligência artificial, robótica e plataformas digitais. Essas abordagens oferecem 
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soluções inovadoras que permitem maior eficiência operacional, tomada de decisão 
baseada em análise de dados e redução de custos com mão de obra. Além disso, 
o empreendedorismo tem importância significativa no desenvolvimento profissional, 
uma vez que proporciona aos indivíduos maior controle sobre suas carreiras e a 
oportunidade de se envolver em projetos de seu interesse. A proteção da propriedade 
intelectual, por meio de patentes, segredos comerciais e proteção de cultivares, é 
essencial para incentivar a inovação e garantir os direitos dos inventores e melhoristas 
de plantas. Essas medidas contribuem para a modernização dos programas de 
melhoramento de plantas, impulsionando a inovação, a eficiência operacional e a 
competitividade das empresas e organizações nesse campo. 
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CAPÍTULO

4 Ciência de Dados

Marco Antônio Marcelino Bahia, João Gabriel Zanon Paludeto,  
Gustavo Eduardo Marcatti, Rafael Tassinari Resende

Introdução
Para aperfeiçoar o processo de melhoramento genético de plantas, além de 

primar por estratégias bem encaixadas à natureza genética da cultura, focando nos 
caracteres fenotípicos a serem avaliados, é cada vez mais necessário sofisticar os 
programas de melhoramento, lançando mão de ferramentas de manejo de dados. 
Tais ferramentas contemplam a computação, programação, mineração de dados 
e a aptidão para lidar com grandes volumes de dados (os chamados Big Data). 
Quando utilizadas em conjunto, essas ferramentas possibilitam a integração e 
análise de informações em larga escala, o que pode derivar em resultados mais 
precisos e eficientes para o melhorista de plantas (Bernardo, 2020). Aqui um dos 
termos chave é a “automatização de processos”, em que por meio da programação 
computacional, usando linguagens como o R e o Python, é possível implementar 
soluções para os desafios da rotina do melhorista, como a criação ou utilização de 
funções ou programas específicos para lidar com planejamentos experimentais e 
com a análise dos múltiplos dados genéticos (Crossa et al., 2021).

Uma rotina básica de aplicação da computação no melhoramento genético de 
plantas é a modelagem fenotípica, em que se pode usar métodos estatísticos e/ou 
algoritmos de inteligência artificial programados para prever as características de 
plantas resultantes de determinado cruzamento alógamo ou autógamo (Niazian; 
Niedbała, 2020). Outra ferramenta de grande potencial é a seleção genômica, 
a qual permite a seleção com base no DNA das plantas para as características 
desejadas, antes mesmo de serem colocadas em experimentos de campo (Merrick 
et al., 2022). Ou mesmo a ambientômica, que permite a predição genotípica com 
base em múltiplas informações ambientais (Resende et al., 2022). Para aplicar 
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todos esses métodos, é preciso lidar com grandes quantidades de dados, o 
que torna a mineração de dados um processo necessário para a descoberta de 
informações úteis e padrões ocultos. A mineração de dados consiste no processo 
de descoberta de informações úteis e padrões em grandes conjuntos de dados, 
enquanto o manejo de dados refere-se à gestão, processamento e armazenamento 
de dados para torná-los acessíveis e utilizáveis em diferentes contextos. 

O armazenamento e gerenciamento de dados é uma área importante de 
aplicação no melhoramento genético de plantas. As ferramentas de Big Data 
permitem o armazenamento de enormes volumes de informações, sendo 
utilizadas em diversas áreas, como as ciências agrárias (Kamilaris et al., 2017). 
Isso possibilita análise a longo prazo dos resultados, permitindo a identificação 
de tendências e aprimoramento contínuo do processo de melhoramento genético. 
Entre outras aplicações, é possível citar a predição de características fenotípicas 
em híbridos, realização de sequenciamentos genéticos via bioinformática, criação 
de plataformas de genotipagem com SNPs (Single-Nucleotide Polymorphisms), 
armazenamento amplo de informações climáticas e identificação de efeitos 
de marcadores moleculares para características agronômicas importantes. A 
compilação de todas essas tecnologias ao melhoramento genético vegetal permite 
melhor compreensão das características genéticas e ambientais que afetam o 
desenvolvimento e a produtividade das plantas. Isso ajuda a aumentar a eficiência 
do processo de seleção e a obtenção de cultivares mais produtivas e adaptadas. 
Além disso, o domínio de técnicas de manejo de dados permite a análise de grandes 
quantidades de dados genéticos e ambientais, tornando possível identificar padrões 
e tendências que poderiam ser facilmente perdidos em análises manuais.

As técnicas e tecnologias que permeiam a boa gestão de dados e Big Data 
são capazes de auxiliar em todas as etapas do melhoramento genético de 
plantas, tanto em alógamas quanto autógamas. Essas tecnologias permitem a 
integração e análise de informações em larga escala, auxiliando na tomada de 
decisão do melhorista e, consequentemente, aumentando o sucesso na seleção e 
produção de cultivares de elevada performance. Neste capítulo serão abordadas 
ferramentas e técnicas para gerenciar e utilizar dados com segurança em projetos 
de melhoramento. Serão apresentadas as boas práticas no manejo de dados, 
algumas linguagens de programação, softwares, ambientes de desenvolvimento 
integrado (IDE) e plataformas de gerenciamento de código. Também será discutida 
a segurança e os direitos de uso dos dados, incluindo repositórios de dados de 
melhoramento.
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Boas Práticas no Uso e Manejo de 
Dados (Data Wrangling)

Antes de aprofundarmos nas inúmeras possibilidades de análises de grandes 
conjuntos de dados no melhoramento genético, é preciso apresentar as boas práticas 
nesse contexto. A qualidade dos dados é fundamental para a análise e interpretação 
dos dados em todos os campos. Porém, a falta de padrões de qualidade de dados pode 
levar a resultados imprecisos, incorretos, distorções e interpretações equivocadas. 
É importante garantir a precisão, consistência e integridade dos dados, além de 
documentar claramente as fontes, métodos e limitações de cada dado. Por exemplo, 
no melhoramento genético de plantas, é importante seguir padrões de qualidade na 
obtenção e tratamento de dados para garantir a precisão das avaliações fenotípicas 
e genotípicas dos materiais genéticos. Isso inclui a padronização de métodos de 
avaliação, a documentação clara das condições de teste e a utilização de controles 
internos para minimizar a variabilidade não intencional. 

Ademais, é importante seguir boas práticas na análise de dados, como a validação 
de hipóteses, a utilização de métodos estatísticos apropriados e a verificação da 
robustez dos resultados. A utilização de ambientes computacionais especializados, 
como o R ou o Python, e seus pacotes apropriados, são meios para garantir a qualidade 
dos dados e a realização de análises precisas. Seguir padrões de qualidade e boas 
práticas na análise de dados é vital para garantir a precisão e validade dos resultados 
no melhoramento genético de plantas. Isso permite tomadas de decisões baseada 
em evidências sólidas e a melhoria contínua da eficiência e eficácia dos programas 
de melhoramento genético. Nesse contexto, Data wrangling refere-se ao processo 
de coleta, limpeza, transformação e organização de dados brutos em um formato 
adequado para análise. Também é conhecido como pré-processamento de dados.

A utilização de ferramentas analíticas avançadas, como Inteligência Artificial, 
aprendizado de máquina (Machine Learning), Deep Learning e Redes Bayesianas, 
entre outras, é insuficiente quando aplicadas a conjuntos de dados de má qualidade 
ou com estruturação inadequada (isso reflete no meme mostrado na Figura 1). Essas 
abordagens tecnológicas dependem de conjuntos de dados confiáveis, precisos 
e bem estruturados para gerar resultados significativos. Consequentemente, é 
importante investir em procedimentos sólidos de coleta, limpeza e organização dos 
dados antes de aplicar técnicas mais avançadas (isto é, realizar data wrangling), 
a fim de obter resultados relevantes aproveitando ao máximo as ferramentas de 
análise existentes.
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Figura 1. A incongruência da Ciência de Dados 
(Data Science): Análises rebuscadas nem 
sempre são suficientes quando confrontadas 
com dados de baixa qualidade. A imagem 
brinca com a contradição entre o alto poder 
das ferramentas de Ciência de Dados e a 
importância crítica de dados confiáveis. 
Fonte: Adaptado de Linkedin (2023).

A organização de dados é fundamental em qualquer análise, no melhoramento 
genético de plantas não poderia ser diferente. Conjuntos de dados bem-organizados 
permitem uma fácil e eficiente manipulação, além de minimizar erros e facilitar a 
identificação de padrões e tendências. Ao realizar data wrangling, é importante 
seguir algumas dicas para garantir a qualidade e organização dos dados: utilize 
nomes claros e representativos para as colunas e linhas. Evite nomear as colunas 
dos dados com nomes extensos, se possível, uma única palavra é o suficiente. 
Para demais informações relevantes utilize uma planilha ou um arquivo extra de 
metadados. Inclua nesse arquivo informações detalhadas sobre as unidades de 
medida. Tenha linhas ou colunas para descrição das variáveis observadas e evite 
dados redundantes ou vazios, utilizando uma codificação clara para indicar valores 
ausentes, como “NA” (Not Available) ou “NaN” (Not a Number) no R ou “None” no 
Python. Mantenha um padrão de formatação consistente, utilize ferramentas de 
controle de versão e verifique a consistência dos dados. Realize transformações e 
agregações quando necessário. Documente todas as etapas realizadas e automatize 
tarefas quando possível. Seguir essas dicas auxilia na estruturação e documentação 
adequada dos dados, tornando-os prontos para análise.

A adoção de boas práticas de organização de dados torna as análises 
mais reprodutíveis, confiáveis e precisas, sendo particularmente importante no 
melhoramento genético de plantas, em que as decisões tomadas devem ser 
imprescindivelmente amparadas em dados íntegros e plenamente confiáveis, que 
serão base para a produção de cultivares de alta qualidade e com um alto valor 
agregado. Também se deve ressaltar a importância da realização de análises 
prévias dos dados para verificar se estão organizados de forma adequada e se 
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possuem informações faltantes ou outliers (isto é, valores extremos em um conjunto 
de dados que se afastam significativamente da maioria dos outros valores e podem 
distorcer a análise estatística). Uma vez que os dados tenham sido pré-analisados, é 
possível detectar erros ou observações estranhas utilizando algoritmos estatísticos. 
Pode-se destacar alguns exemplos, como a verificação de outliers, a detecção 
de observações fora dos limites, a verificação de redundâncias, entre outros. A 
utilização de ferramentas de mineração de dados, como aprendizado de máquina e 
análise de cluster, também podem ser úteis na detecção de incoerências no conjunto 
a ser analisado. O treinamento de algoritmos que detectam padrões ou outliers em 
conjuntos de Big Data, permitindo uma análise precisa e mais coerente, já são rotina 
em programas de melhoramento.

Algumas técnicas de pré-análise, como podem ser vistas na Figura 2, incluem a 
análise visual gráfica, pela verificação de distribuições, diagramas de caixas (boxplot), 
histogramas e gráficos de dispersão. Nessa figura, simulou-se dois conjuntos de 
dados (X e Y), cada um deles contendo 10 mil observações. Supondo que os dados 
X e Y sejam caracteres mensurados ao longo do tempo (t1 e t2, respectivamente, 
após um tempo zero), pode-se supor que o valor fenotípico “0” sejam plantas mortas, 
também é possível observar um padrão de incremento entre ambos (Figura 2A). 
Já os boxplots são representações visuais de conjuntos de dados que mostram as 
distribuições dos valores em relação à mediana, quartis e outliers (observados na 
Figura 2B). A caixa representa o intervalo entre o primeiro e o terceiro quartil, a 
linha dentro da caixa representa a mediana e os “bigodes” mostram a extensão 
dos valores mínimo e máximo que não são outliers. Algumas observações foram 
identificadas como outliers, no entanto, análises mais profundas devem ser feitas no 
intuito de eliminá-las ou não.

Pela Figura 2C observam-se anomalias nos dados, como por exemplo, se esses 
valores são de crescimento das plantas e uma planta apresentou o valor zero no t1, 
é razoável desconfiar que ela não poderia ter ressuscitado em t2, a menos que tenha 
habilidade de rebrota ou qualquer outra habilidade regenerativa. Ou ainda, deve-
se identificar plantas que eventualmente encolheram ao longo do tempo, e avaliar 
se isso faz sentido fenotipicamente. Essas, entre outras práticas, muitas vezes são 
mais eficazes no sentido de melhoria de qualidade nos dados em comparação à uma 
direta exclusão de outliers. Outro ponto destacado na Figura 2C é uma observação 
isolada que corresponde a 54,3 unidades da variável X2 e apenas 3,80 unidades 
da variável X1, note que essa combinação Y em função de X é improvável, dado o 
padrão de crescimento mostrado pela reta de regressão.
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Figura 2. Análise gráfica preliminar dos dados originais mostrando dois caracteres 
fenotípicos fictícios X e Y. (A) Gráficos de distribuições (histogramas). (B) gráficos boxplot, 
mostrando outliers. (C) gráficos de dispersão, mostrando como identificar anomalias nos 
dados (setas vermelhas). A reta tracejada em azul é o ajuste de regressão linear com Y 
em função de X.

Dentre as boas práticas no uso e na mineração de dados, há uma metodologia que 
se destaca há mais de duas décadas, o CRISP-DM (Cross-Industry Standard Process 
for Data Mining). O CRISP-DM foi introduzido em 1996 com o objetivo de propor um 
método sistemático e generalizado para aplicar conceitos de mineração de dados 
e análise de operações industriais (Shearer, 2000). Entretanto, é uma metodologia 
altamente adaptável e de fácil aplicação em outros domínios e setores que lidam 
com grandes volumes de dados e, por isso, é o método analítico mais utilizado por 
especialistas em mineração de dados atualmente (Saltz, 2021).

O CRISP-DM é um processo cíclico que se divide em seis fases interativas: 
entendimento do negócio, entendimento dos dados, preparação dos dados, 
modelagem, avaliação e implantação (Figura 3).

1) Entendimento do negócio: A primeira fase consiste em compreender os 
recursos disponíveis e necessários, bem como as necessidades e objetivos das 
partes interessadas a fim de obter uma compreensão abrangente do contexto 
do negócio e definir expectativas realistas.

2) Entendimento dos dados: Nessa fase, o foco é obter uma visão clara dos 
dados disponíveis. Isso envolve explorar as fontes de dados, compreender a 
estrutura, checar a qualidade dos problemas e lacunas, assim como a relevância 
para o projeto e o próprio entendimento do negócio.
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Figura 3. Metodologia CRISP-DM, 
processo cíclico de mineração e 
análise de dados.

3) Preparação dos dados: Após o entendimento dos dados, é necessário prepará-
los para a análise. Essa fase envolve a limpeza, tratamento de dados perdidos, 
padronização e transformações necessárias. 

4) Modelagem: Nessa fase, os algoritmos e modelos estatísticos adequados são 
aplicados aos dados. Isso pode envolver o uso de técnicas de aprendizado de 
máquina, regressão, árvores de decisão, entre outras.

5) Avaliação: Uma vez que os modelos tenham sido criados, é importante avaliá-
los de forma criteriosa, ou seja, testar os modelos com dados de validação a 
fim de confirmar sua acurácia e desempenho e refinar e reajustar modelos, se 
necessário.

6) Implantação: Na última etapa, os modelos selecionados e validados são 
implantados para uso prático na organização. Isso pode envolver a integração 
desses modelos em sistemas já existentes ou o desenvolvimento de interfaces 
de usuário e criação de relatórios automatizados.

A metodologia CRISP-DM não termina com a implantação, é um processo cíclico e 
interativo em que uma etapa pode influenciar não só nas etapas subsequentes, como 
também em algumas etapas anteriores. Além disso, é fundamental monitorar e avaliar 
continuamente os resultados e realizar ajustes, se necessário.  
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Linguagens de Programação 
Usadas no Melhoramento

Atualmente, a distinção entre “linguagem de programação” e “software” é 
desafiadora, especialmente quando observamos as linguagens de alto nível utilizadas 
no campo do melhoramento vegetal. Ao contrário das linguagens de baixo nível, que 
estão mais próximas da linguagem de máquina, como Assembly, C, C++ e Fortran, as 
linguagens de alto nível oferecem uma variedade de funções e pacotes, que permitem 
a utilização de aplicativos prontos, dispensando a necessidade de desenvolvê-los do 
zero. No âmbito do melhoramento genético de plantas, as linguagens de programação 
mais comumente empregadas incluem R, Python, SAS, MATLAB e Julia. A distinção 
aqui residirá no fato das linguagens de programação serem associadas a ações 
operacionais que envolvem “linhas de comando”, enquanto que as ações com interface 
gráfica amigável serão consideradas softwares.

R

O R (The R Foundation, 2022) é uma linguagem de programação aberta muito 
utilizada na análise estatística e visualização de dados. É bastante utilizada para 
análise de dados genéticos, como a estimativa de parâmetros de modelos de seleção 
e a identificação de efeitos gênicos significativos. 

A linguagem R é frequentemente utilizada em diversos tipos de análises úteis para 
o melhoramento genético de plantas, como análise multivariada, modelos de regressão 
lineares e não lineares diversos, análise genômica, associação genética, além de ser 
uma ferramenta gráfica poderosa para visualização dos dados e resultados, tal como 
mostrado na Figura 2, utilizando o pacote ggplot2 (Wickham, 2016). Dentre as vantagens 
do R, podemos destacar o fato de ser uma linguagem com sintaxe intuitiva e usabilidade 
facilitada, sendo open-source, o que significa gratuidade e uma ampla comunidade de 
desenvolvedores e usuários, se traduzindo em uma gama de pacotes disponíveis para 
analisar dados de melhoramento genético. No entanto, ele pode ser mais lento do que 
outros softwares para realizar alguns tipos de análises, porém o pacote Rcpp, desenvolvido 
em C++ tem solucionado efetivamente os problemas enfrentados ao executar diversas 
tarefas no R (Eddelbuettel; Balamuta, 2017). Existem vários pacotes no R que são úteis 
para o melhoramento genético de plantas. Piaskowski (2022) faz uma extensa revisão 
sobre vários pacotes atuais para a pesquisa agrícola. Existe ampla gama de pacotes com 
aplicações no melhoramento de plantas e, a título de exemplo, mencionaremos alguns: 
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• lme4: Pacote que fornece suporte para a realização de ajustes e análises de 
modelos mistos lineares, modelos lineares generalizados mistos e modelos não 
lineares. É uma evolução do pacote nlme, apresentando melhor desempenho 
operacional e novas usabilidades, como a presença da função glmer, relativa 
aos modelos lineares generalizados mistos (Bates et al., 2015). O pacote não 
permite a inclusão de matrizes de variância e covariância, como as matrizes de 
relacionamento construídas por meio de pedigree ou marcadores moleculares. 
Link para o CRAN: https://CRAN.R-project.org/package=lme4

• synbreed: É um compêndio de funções com foco em predição genômica que 
podem ser implementadas no melhoramento contínuo de plantas e animais. O 
pacote atende as áreas de processamento, visualização e análise de dados, 
sendo notável por apresentar uma implementação flexível (Wimmer et al., 2012). 
Link para o CRAN: https://synbreed.r-forge.r-project.org/

• sommer: Pacote que possibilita o ajuste de modelos mistos univariados, 
multivariados, bem como a inclusão de matrizes de relacionamento, a 
especificação das estruturas de variância e covariância assumidas para cada 
efeito aleatório e o ajuste de modelos espaciais (Covarrubias-Pazaran, 2016). 
Link para o CRAN: https://cran.r-project.org/web/packages/sommer/index.html

• breedR: Pacote que permite o uso de abordagens estatísticas frequentistas e 
bayesianas na construção de modelos mistos de predição para melhoristas e 
geneticistas quantitativos. Possibilita a inclusão de matrizes de relacionamento, 
ajuste de modelos espaciais e modelos que consideram a competição entre 
genótipos. Utiliza a família de programas BLUPF90 como base, o que permite um 
significativo ganho em tempo computacional (Muñoz, 2017). Link para o arquivo: 
https://github.com/famuvie/breedR/wiki/Overview.pdf

• AGHmatrix: Muito utilizado para a genética quantitativa, esse pacote cria 
matrizes de relacionamento a partir do pedigree das amostras e com base no 
nível de ploidia, retornando para o usuário diferentes matrizes de dominância de 
acordo com os parâmetros apresentados por Amadeu et al. (2016).  Link para o 
CRAN: https://cran.r-project.org/web/packages/AGHmatrix/index.html

• regress: Pacote que oferece um conjunto de funções de ajuste de modelos lineares 
Gaussianos por meio da máxima verossimilhança do resíduo. É comumente 
usado para modelos de efeito aleatório e modelos multivariados. Conjunto útil 
de ferramentas para os melhoristas atuais. Link para o CRAN: https://CRAN.R-
project.org/package=regress

https://CRAN.R-project.org/package=lme4
https://synbreed.r-forge.r-project.org/
https://cran.r-project.org/web/packages/sommer/index.html
https://github.com/famuvie/breedR/wiki/Overview.pdf
https://cran.r-project.org/web/packages/AGHmatrix/index.html
https://CRAN.R-project.org/package=regress
https://CRAN.R-project.org/package=regress
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• METAN: Pacote que possibilita testes em ambientes variados, analisando 
a estabilidade da amostra. Aplicado para análises biométricas, menores 
caminhos, correlações, clusters e diversas opções para testes de multiambiente 
(Olivoto; Lúcio, 2020).  Link para o CRAN: https://CRAN.R-project.org/
package=metan

• rrBLUP: Pacote que fornece implementações de métodos de ajuste de 
modelos de REML (restricted maximum likelihood) para dados de genética de 
populações e seleção genômica. Link para o CRAN: https://CRAN.R-project.org/
package=rrBLUP/ 

• BLR: Pacote que fornece ferramentas para a realização de análises de modelos 
lineares mistos por meio de estatística Bayesiana. Link para o CRAN: https://
CRAN.R-project.org/package=BLR

• BGLR: Pacote que fornece ampla coleção de modelos de regressão Bayesiana, 
incluindo seleção de variáveis paramétricas e semiparamétricas. É focado em 
análise e predição genômica, entretanto também permite o ajuste de modelos 
mais simples (Pérez; De Los Campos, 2014).

• QTL: Pacote que fornece ferramentas para a análise de dados QTL 
(quantitative trait loci), incluindo métodos para a identificação de locos 
quantitativos, mapeamento de QTL, dentre outras funções e aplicabilidades 
(Broman et al., 2003). Link para o CRAN: https://cran.r-project.org/web/
packages/qtl/index.html

Na manipulação e transformação de dados no R, os pacotes dplyr e data.table 
são recomendados. O dplyr é um pacote criado com o objetivo de fornecer um 
conjunto de ferramentas intuitivas para a manipulação de dados, como funções para 
filtragem, seleção, ordenação e agregação, que faz parte de uma coleção de pacotes 
destinados a ciência de dados chamado de tidyverse (Wickham et al., 2019). Ele 
tem uma sintaxe clara e concisa que facilita o trabalho com dados. Por outro lado, o 
data.table é um pacote mais antigo, que oferece uma sintaxe mais complexa, mas 
é conhecido por sua velocidade e eficiência em lidar com grandes conjuntos de 
dados. Ele também possui ampla variedade de funções, incluindo funções para a 
junção de tabelas, agrupamento e agregação. Enquanto o dplyr é mais voltado para 
a facilidade de uso, o data.table é mais adequado para operações mais complexas 
e exigentes em termos de desempenho. A escolha entre os dois pacotes geralmente 
depende do tipo de operações que serão realizadas e do tamanho dos dados a 
serem manipulados.

https://CRAN.R-project.org/package=metan
https://CRAN.R-project.org/package=metan
https://CRAN.R-project.org/package=rrBLUP/
https://CRAN.R-project.org/package=rrBLUP/
https://CRAN.R-project.org/package=BLR
https://CRAN.R-project.org/package=BLR
https://cran.r-project.org/web/packages/qtl/index.html
https://cran.r-project.org/web/packages/qtl/index.html
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Python

O Python é uma linguagem de programação bastante utilizada em diversos setores, 
podendo também ser aplicado na biotecnologia e na genética e melhoramento de 
plantas. Dentro da genética, seu uso é difundido para a automação de tarefas, tais como 
a análise de dados genotípicos, fenotípicos e ambientais, e a construção de modelos 
de seleção genética. O Python também é utilizado para a integração de diferentes 
fontes de dados, como a análise de sequências de DNA e a visualização de dados. 
Tal como o R, ele tem a usabilidade facilitada e uma sintaxe clara, contando ainda 
com diversas bibliotecas específicas disponíveis para análise de dados genéticos. 
A desvantagem é que o Python tende a ser menos intuitivo para usuários menos 
familiarizados com programação. Aqui são citadas algumas das principais bibliotecas 
do Python, que podem ter aplicações diretas no melhoramento genético vegetal:

• NumPy: Essa biblioteca fornece ampla gama de funções matemáticas para o 
Python, incluindo operações com matrizes, manipulação de arrays, operações de 
álgebra linear, entre outras. Entre seus diferenciais, pode-se citar a performance 
otimizada, usabilidade simplificada e alta compatibilidade com outras plataformas 
e bibliotecas (Harris et al., 2020). Link: https://numpy.org/

• Pandas: Essa biblioteca provê funcionalidades de manipulação, estruturação e 
análise de dados para o Python. É utilizada na preparação e limpeza de dados, 
sendo um dos seus diferenciais a performance e a multifuncionalidade de seus 
recursos (Mckinney, 2010). Link: https://pandas.pydata.org/

• Scikit-learn: Essa biblioteca fornece ampla gama de ferramentas para 
aprendizado de máquina, supervisionado ou não. O scikit-learn ainda provê 
ferramentas para ajuste de modelos, pré-processamento de dados, métodos de 
agrupamento, classificação, regressão, e outras funcionalidades (Pedregosa et 
al., 2011). Link: https://scikit-learn.org/stable/

• PyGMO: Essa biblioteca oferece ampla gama de algoritmos de otimização para 
ambientes massivamente paralelos. Seu uso é comum nas áreas de genética 
evolutiva e melhoramento, sendo extremamente útil para projetar cenários 
levando em consideração todo o ambiente (Pedregosa et al., 2011). Link: https://
esa.github.io/pygmo2/

SAS

O SAS (Statistical Analysis System) é um software estatístico privado muito utilizado 
em diversos setores. O SAS oferece recursos avançados de análise estatística, incluindo 

https://numpy.org/
https://pandas.pydata.org/
https://scikit-learn.org/stable/
https://esa.github.io/pygmo2/
https://esa.github.io/pygmo2/
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modelagem, otimização, mineração de dados, visualização de dados e muito mais. Além 
disso, é uma plataforma baseada em SAS Language, o que significa que é possível 
escrever programas personalizados para atender às necessidades específicas do seu 
projeto, tendo, no entanto, um custo elevado e sendo menos intuitivo para usuários 
menos familiarizados com programação. No contexto do melhoramento genético de 
plantas, o SAS é utilizado para realizar análises estatísticas avançadas, incluindo a 
modelagem de dados genômicos e fenotípicos, a identificação de marcadores associados 
a características agronômicas desejadas, a avaliação da herdabilidade e a seleção de 
progênies comerciais (Vargas et al., 2012). Adicionalmente, o SAS pode ser usado para 
visualizar e interpretar resultados de análises, bem como para gerar gráficos e relatórios.

MATLAB

O MATLAB pode ser utilizado para análises de dados genéticos, tais como a estimativa 
de parâmetros de modelos de seleção e a identificação de locos quantitativos importantes, 
sendo útil também para a visualização de dados genéticos, como a representação de 
matrizes de dados de associação. É amplamente utilizado na indústria e na academia, 
tem uma interface amigável e de usabilidade facilitada, possuindo diversas ferramentas 
integradas para análise de dados genéticos, como o pacote Statistics and Machine 
Learning Toolbox. No entanto, tal como o SAS, o MATLAB também não é gratuito, e 
pode ser menos flexível computacionalmente do que outros softwares. Algumas das 
principais funções do MATLAB para o melhoramento genético de plantas são:

• Ferramentas de análise de dados: O MATLAB oferece diversas ferramentas para 
a análise de dados, incluindo funções para limpeza, manipulação e visualização 
de dados. Link: https://www.mathworks.com/products/matlab/data-analysis.html

• Ferramentas de otimização: Fonte de grande conjunto de algoritmos de 
otimização, incluindo métodos de programação linear, não linear, estimação de 
parâmetros, seleção de componentes, gerenciamento de energia, entre outros. 
Link: https://www.mathworks.com/products/optimization.html 

• Ferramentas de aprendizado de máquina: Os aplicativos de aprendizado 
de máquina oferecidos pelo MATLAB oferecem algoritmos de aprendizado 
supervisionados ou não, que incluem métodos de agrupamento, classificação 
e regressão, funcionando também como gerenciador de redes neurais. Link: 
https://www.mathworks.com/solutions/machine-learning.html

• Ferramentas de visualização: MATLAB oferece ampla gama de ferramentas de 
visualização de dados, como gráficos 2D/3D, mapas e animações. Link: https://
www.mathworks.com/help/matlab/graphics.html

https://www.mathworks.com/products/matlab/data-analysis.html
https://www.mathworks.com/products/optimization.html
https://www.mathworks.com/solutions/machine-learning.html
https://www.mathworks.com/help/matlab/graphics.html
https://www.mathworks.com/help/matlab/graphics.html
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Julia

A linguagem de programação Julia também está ganhando popularidade no 
melhoramento genético de plantas, lançada em 2012 e desenvolvida especificamente 
para a computação científica e financeira, Julia oferece uma sintaxe fácil de usar e uma 
gama de bibliotecas para a análise de dados, como a mineração de dados, a modelagem 
estatística e otimização matemática (Gao et al., 2020). Julia pode especialmente ser 
útil no melhoramento genético de plantas, pois oferece velocidade e eficiência para a 
manipulação de grandes volumes de dados. Isso é importante nesse contexto, dado que a 
quantidade de dados genéticos disponíveis para o melhoramento vegetal está aumentando 
rapidamente devido ao avanço da tecnologia de sequenciamento de DNA (Castellucci, 
2017; Hunold; Steiner, 2020), ou mesmo tecnologias de fenotipagem ou ambientipagem. 
Esses três casos (tecnologias de genotipagem, fenotipagem no contexto da fenômica e 
ambientipagem) estão apresentados com maior detalhamento nos respectivos capítulos 
deste livro.

Tal como o R e o Python, a linguagem Julia é de código aberto, tem uma sintaxe intuitiva 
e é amistosa com profissionais que tenham pouca experiência com programação. Ela 
também tem uma grande comunidade de usuários e desenvolvedores, e há muitos pacotes 
disponíveis para análise de dados genéticos. Além disso, a linguagem Julia é altamente 
interoperável, sendo possível se usar bibliotecas e pacotes para realizar a integração 
com outras ferramentas (Pereira; Siqueira, 2017). A desvantagem é que, até o presente 
momento, essa linguagem ainda está em fase inicial de desenvolvimento, e pode não ter a 
mesma capacidade de análise de dados como outros softwares já estabelecidos. Quando 
comparada com outras linguagens de código aberto, a documentação de seus pacotes 
também deixa a desejar. Alguns pacotes que podem ser úteis para o melhoramento são:

• ProgenyTestingTools.jl: Pacote que oferece recursos para simulações de 
testes de progênie. Oferece também opções para operações com marcadores 
genômicos a partir de pedigrees da população base. Link: https://juliapackages.
com/p/progenytestingtools

• GenomicFeatures.jl: Conjunto de funções para trabalhar com dados genômicos, 
sendo possível por meio das ferramentas desse pacote ler, analisar, manipular 
e comparar diversos tipos de dados. Possui uma interessante ferramenta que 
procura locos específicos entre os dados fornecidos. Link: https://juliapackages.
com/p/GenomicFeatures

• JWAS.jl: Ferramenta que permite, por meio de métodos de regressões múltiplas, 
realizar estudos de associação genômica e predição genômica. Link: https://
juliapackages.com/p/jwas

https://juliapackages.com/p/progenytestingtools
https://juliapackages.com/p/progenytestingtools
https://juliapackages.com/p/GenomicFeatures
https://juliapackages.com/p/GenomicFeatures
https://juliapackages.com/p/jwas
https://juliapackages.com/p/jwas
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• VariantVisualization.jl: Útil para criação, visualização, manipulação e interação 
de mapas genéticos em alta qualidade. Link: https://juliapackages.com/p/
variantvisualization

• MixedModels.jl: Pacote que reúne ferramentas que possibilitam o ajuste e 
análise de modelos lineares e lineares de efeito misto. Tem funções similares e 
foi desenvolvido pela mesma equipe que o pacote lme4 do R.

Esses pacotes podem ser encontrados no repositório oficial de pacotes do Julia 
https://pkg.julialang.org/.

Metodologia CRISP-DM no Melhoramento
Após as definições das linguagens utilizadas no melhoramento, especialmente o 

R e o Python, a Figura 3 pode ser atualizada (Figura 4). É importante ressaltar que o 
esquema, assim como os tópicos abordados neste capítulo, não formam uma nova 
proposta de metodologia, afinal, foram apenas usados alguns pacotes R e bibliotecas 
Python para ilustrar a aplicação da metodologia. Mesmo que os pacotes e bibliotecas 
abordados sejam extremamente úteis e de excelente qualidade, sabe-se que existe 
ampla gama de alternativas em ambas as linguagens de programação, capazes de 
realizar as mesmas tarefas.

Figura 4. Metodologia CRISP-DM, 
atualizada com alguns exemplos 
de pacotes R e bibliotecas Python 
utilizadas no melhoramento.

https://juliapackages.com/p/variantvisualization
https://juliapackages.com/p/variantvisualization
https://pkg.julialang.org/
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As seis etapas demonstradas no tópico anterior, quando aplicadas em um contexto 
de melhoramento genético, podem ser atualizadas da seguinte forma:

1) Entendimento do negócio: O termo “negócio” é demasiadamente amplo, mas 
no contexto do melhoramento genético de plantas pode ser desde o ajuste 
de um bom modelo de seleção genômica até a criação de um programa de 
melhoramento do zero.

2) Entendimento dos dados: Ao se trabalhar com big data, a obtenção de uma 
visão clara dos dados disponíveis se torna uma tarefa difícil. Para isso, tem-
se pacotes R como o ggplot2 e bibliotecas Python como a matplotlib (Hunter, 
2007), que são capazes de fornecer maneiras elegantes de plotar e visualizar 
dados.

3) Preparação dos dados: Para esta etapa são necessários pacotes que sejam 
capazes de facilitar o tratamento dos dados. Nessa tarefa, no R, como já 
exemplificado anteriormente, destacam-se os pacotes dplyr e data.table. Já no 
Python, a biblioteca Pandas é bastante utilizada.

4) Modelagem: No melhoramento, existem diversos tipos de modelos e 
metodologias de análise utilizadas, os quais buscam se adequar às diferentes 
estratégias e delineamentos experimentais empregados. No R, destacam-se os 
pacotes lme4 e sommer. No Python, destaque para as bibliotecas NumPy e 
scikit-learn.

5) Avaliação: A avaliação pode ser realizada de diversas formas, desde 
metodologias de validação cruzada, até estatísticas como R² (coeficiente 
de determinação), erro padrão da estimativa, análises gráficas e análises a 
posteriori, no caso de modelos bayesianos.

6) Implantação: A última etapa, que consiste no uso efetivo do que foi construído 
durante a metodologia, pode compor a integração do modelo em sistemas já 
utilizados ou a criação de novas interfaces e aplicativos. O Shiny é um exemplo 
de sistema de desenvolvimento de aplicações e dashboards interativos em R 
e Python, que pode ser utilizado no desenvolvimento de uma plataforma de 
implantação (Chang et al., 2023). Já no Python, além do Shiny, existe maior 
variedade de alternativas com o mesmo propósito, como o Dash e o Streamlit. 
Além dos pacotes citados, vem se popularizando o uso do Power BI como 
ferramenta para criação de dashboards interativos. O Power BI também possui 
interface como o R e o Python, sendo capaz de executar scripts, facilitando a 
visualização e conectividade do que for desenvolvido.
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Softwares nas Ciência de Dados

No melhoramento vegetal, o uso de softwares tem um importante papel na análise 
e interpretação de dados. Essas ferramentas computacionais são projetadas para 
extrair informações de conjuntos de dados massivos, permitindo que os melhoristas 
identifiquem padrões e estatísticas relevantes para aprimorar características específicas 
de plantas. Neste capítulo, conforme indicado anteriormente, será considerado como 
“software” as aplicações computacionais apresentadas com interface gráfica amigável 
de aponte e clique.

A popularidade das ferramentas de análise de dados na ciência vem mudando com 
o tempo. Na Figura 5 é apresentada a variação percentual na taxa de citação obtida 
pelo Google Scholar entre o período de 2019 e 2022 (Muenchen, 2023). Observa-se a 
representação visual da mudança percentual ao longo desses anos, em que os pacotes 
de software em ascensão, denominados “quentes”, são destacados em vermelho (lado 
direito), enquanto os pacotes em declínio, denominados “frios”, são representados 
em azul (lado esquerdo). Os com maior tendência de “impopularização” são as 
ferramentas pagas, tais como SPSS, GraphPad Prism, SAS, BMDP, Stata, Statistica 
e Systat. Entretanto, observa-se também um declínio no uso do R, possivelmente em 
decorrência do crescimento da popularidade do Python. Além disso, como esse gráfico 
mede o incremento entre os anos, e não a estabilidade, os softwares novos (ou não 
antes utilizados) possivelmente foram supervalorizados, e tiveram seus coeficientes 
percentuais mais elevados.

Será dado aqui um rápido destaque aos softwares gratuitos BlueSky, Jamovi e 
JASP. O BlueSky Statistics é um software de estatística integrado à linguagem R e de 
código aberto, projetado para ser fácil de usar e fornecer uma interface gráfica intuitiva, 
com recursos de arrastar e soltar, destinados a usuários que desejam projetar novos 
módulos ou funções estatísticas. O Jamovi também é um software de código aberto 
com interface gráfica, que oferece uma alternativa aos softwares pagos, como SPSS e 
SAS, sendo considerado uma “3ª geração” de planilhas estatísticas projetadas desde 
o início para serem fáceis de usar. Já o JASP é um software estatístico multiplataforma 
de código aberto, que combina o poder de computação do R com a simplicidade dos 
menus suspensos do SPSS, tornando-o ideal para alunos e professores. 
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Figura 5. Variação percentual na taxa de citação obtida pelo Google Scholar entre o período 
de 2019 e 2022. Para melhorar a legibilidade do gráfico, os valores de crescimento do BlueSky 
(2960%) e do Jamovi (452%) foram encurtados. 
Fonte: Adaptado de Data Science Software Reviews (2023).
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Softwares livres nacionais no melhoramento

O GENES é um software desenvolvido pelo professor Dr. Cosme Damião Cruz, que 
tem como objetivo auxiliar os pesquisadores e profissionais do melhoramento genético de 
plantas. Ele permite a avaliação e a seleção de materiais genéticos de plantas baseadas 
em dados de rendimento e características de interesse. O software inclui vários métodos 
estatísticos, tais como diferentes configurações da análise de variância (ANOVA), análise 
de covariância, análise de correlação e análise de variância genética (Cruz, 2016). Falando 
sobre aplicabilidades, o software GENES contém diferentes módulos operacionais, 
destacando-se os módulos de análises biométricas, análises multivariadas, simulações 
(experimentos, amostras, número ideal de famílias e plantas, tamanho ideal de amostras, 
etc.), análises de diversidade genética, estatística descritiva e experimental, matrizes, 
módulo de inteligência computacional e aprendizado de máquina e módulo de integração 
com outros softwares (Cruz, 2016). Sobre integrações com outros softwares, o GENES 
é altamente compatível com os softwares R, Matlab e Selegen. Todas as integrações 
permitem novos módulos de análises pré-programados pelo GENES, o que é facilitado 
por tutoriais e documentação disponível gratuitamente online (Cruz, 2016). 

O software SELEGEN-REML/BLUP foi desenvolvido pelo pesquisador e 
professor Dr. Marcos Deon Vilela de Resende (Resende, 2016). Ele foi projetado 
para pesquisadores e melhoristas utilizarem a análise da Restricted (ou Residual) 
Maximum Likelihood (REML) e o Best Linear Unbiased Prediction (BLUP) para avaliar 
o desempenho de materiais genéticos de plantas (Carvalho et al., 2022; Coser et al., 
2022), inclusive sendo útil para o melhoramento genético animal. O software permite 
que o usuário defina seus objetivos de seleção e aloque parâmetros para analisar e 
ranquear cada característica avaliada, gerando listas de genótipos com as melhores 
predições de características (Pinto Júnior et al., 2005).

É importante também destacar o software brasileiro desenvolvido pelo professor 
Dr. Leonardo Bhering, chamado Rbio (Bhering, 2017), que é amplamente utilizado no 
melhoramento de plantas e possui abordagem semelhante aos softwares BlueSky, 
Jamovi e JASP. O Rbio é uma ferramenta útil e totalmente integrada ao R, oferecendo 
ampla gama de análises estatísticas acessíveis para usuários não familiarizados com 
a linguagem computacional do R.

Softwares internacionais no melhoramento

O ASReml (em suas versões ASReml-R e ASReml standalone) é um software 
estatístico desenvolvido pelo Centro de Genômica da Universidade de New England, 
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na Austrália, e é muito utilizado no melhoramento genético de plantas em todo mundo. 
Ele é utilizado para realizar análises estatísticas em dados genéticos, incluindo a 
modelagem de efeitos aleatórios e fixos, ajuste de covariáveis, análise de hibridação, 
seleção genômica, estimativas de parâmetros genéticos, etc. Embora ele tenha sua 
versão distribuída como pacote do R, o ASReml-R é um software pago, podendo ser 
oferecido gratuitamente para estudantes e instituições de ensino. O Genstat é um 
software estatístico desenvolvido pela VSN International, sendo bem direcionado para 
a genética e melhoramento de plantas e animais. Ele é uma ferramenta poderosa para 
análise de dados genéticos, como modelagem de efeitos aleatórios e fixos, análise de 
hibridação, estimação de parâmetros genéticos, etc. Ambos os softwares são utilizados 
na agroindústria e são considerados ferramentas para os cientistas e profissionais que 
trabalham com melhoramento genético de plantas.

O TASSEL, software criado e mantido pela Universidade do estado de Washington 
(EUA), é descrito como uma pipeline utilizada em larga escala para a análise de dados 
provenientes de genotipagem por sequenciamento de nova geração (Glaubitz et al., 
2014). O software TASSEL é de código aberto e oferece uma variedade de ferramentas 
para construções de mapas genéticos, realização de análises de associação genômica, 
seleção genômica e análises de diversidade e identificação de SNPs (Wang et al., 
2020).

O Haploview é um software projetado com o objetivo de auxiliar pesquisadores 
na visualização de padrões de desequilíbrio de ligação em dados oriundos da 
genotipagem de uma amostra, e realizar análises de associação entre SNPs e 
características fenotípicas (Barrett et al., 2005). O Haploview é um software de 
código aberto e foi projetado para trabalhar com big data, possuindo a capacidade de 
trabalhar com grandes conjuntos de dados de genotipagem e realizar análises para 
a imputação de dados faltantes (Barrett, 2009). Apesar de seu uso ser, na maioria 
dos casos, relacionados ao melhoramento animal, o Haploview é também usado no 
melhoramento genético de plantas (Wang et al., 2021).

Para realizar a imputação de dados genotípicos e a projeção de genótipos faltantes 
tem-se o software BEAGLE, que foi desenvolvido na Universidade de Auckland (Nova 
Zelândia) e é utilizado tanto em estudos de associação genômica como em análises de 
dados de sequenciamento (Ayres et al., 2012). Assim como os softwares mencionados 
anteriormente, o BEAGLE é de código aberto e foi projetado com foco na manipulação 
de grandes volumes de dados, incluindo dados de sequenciamento de nova geração. 
Embora seja usado principalmente por melhoristas animais, assim como o Haploview, 
também é funcional para o melhoramento de plantas (Niehoff et al., 2022).
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O PLINK é um software utilizado para análise genômica em estudos de 
associação genética (Purcell et al., 2007). Ele fornece uma variedade de ferramentas 
para manipulação, análise, limpeza e visualização de dados genéticos. O PLINK 
é conhecido por sua eficiência e flexibilidade, permitindo a execução de ampla 
gama de análises genéticas, incluindo testes de associação, análises de estrutura 
populacional, controle de qualidade dos dados genotípicos e análises de ligação 
genética. Além disso, o PLINK é frequentemente utilizado em conjunto com o 
BEAGLE e é compatível com vários formatos de arquivos genéticos, oferecendo 
opções avançadas para personalização das análises.

Para genética de populações e conservação genética, tem-se a opção do 
software STRUCTURE (Porras-Hurtado et al., 2013). Por meio desse software, 
tem-se a possibilidade de utilizar inferência bayesiana para analisar dados de 
genotipagem e projetar a estrutura populacional de uma amostra, diferenciar 
populações geneticamente distintas e determinar a proporção de ascendência de 
um indivíduo dentro da população base. O STRUCTURE possui amplo uso na 
conservação genética, biologia evolutiva e estudos de impacto ante a extinção de 
espécies (Lancaster et al., 2006).

Ambientes de Desenvolvimento Integrado (IDE)
Um ambiente de desenvolvimento integrado (do inglês: Integrated Development 

Environment – IDE) é uma ferramenta de software que oferece um conjunto de 
recursos em uma interface amigável para escrever, testar e depurar códigos de 
programação. IDE é usado para ajudar os desenvolvedores a criar e gerenciar 
códigos em várias linguagens de programação, como o R, Python, Java e Julia 
(Han et al., 2018). Alguns exemplos de IDE popularmente usados inclui o RStudio 
para R, o Spyder para Python e o Juno para Julia (Sandhu et al., 2021; Van Dijk et 
al., 2021). No melhoramento genético de plantas, como em qualquer outra área de 
ciência, o IDE é usado para facilitar o processo de escrita e depuração de códigos. 
Ele fornece ferramentas para gerenciar e visualizar dados de forma eficiente, como 
tabelas e gráficos. Além disso, o IDE também oferece recurso de autocompletar, 
que sugere códigos ao desenvolvedor, e é útil para aumentar a eficiência do 
processo de escrita.

O IDE também ajuda na análise e interpretação dos resultados gerados pelos 
códigos. Ele permite aos desenvolvedores visualizar e comparar resultados de 
maneira interativa, ajudando na identificação de padrões e tendências. Isso pode 
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ser especialmente útil no melhoramento genético de plantas, em que é necessário 
analisar grandes quantidades de dados para identificar características genéticas 
importantes. Além disso, o IDE também permite a colaboração entre equipes de 
desenvolvedores, compartilhando e revisando códigos de forma fácil e eficiente. Isso 
pode ser especialmente útil no melhoramento genético de plantas, em que é comum 
trabalhar em equipe e em projetos de longa duração.

Plataformas de Gerenciamento de 
Compartilhamento de Código

As plataformas de compartilhamento, colaboração e versionamento de código 
são ferramentas úteis para equipes de desenvolvimento de software que trabalham 
juntas em projetos de código compartilhado. Elas mantêm uma cópia centralizada do 
código acessível a todos os desenvolvedores e registram todas as alterações feitas 
no código, permitindo o acesso a versões anteriores e o gerenciamento de versões 
(Oliveira; Dutra, 2014). Além disso, tais plataformas permitem a colaboração em 
tempo real, com funcionalidades que podem incluir comentários, tarefas e revisões 
de código, além de incorporarem ferramentas de desenvolvimento, como IDE e 
sistemas de construção (build), para uma experiência de trabalho fluida e integrada. 
Entre as plataformas, é possível exemplificar o GitHub, GitLab e Bitbucket (Balancieri 
et al., 2005).

O GitHub, talvez a mais famosa entre elas, é uma plataforma online que permite 
o compartilhamento, colaboração e versionamento de código. Ele é usado no 
melhoramento genético de plantas para ajudar a gerir, compartilhar e colaborar com 
outros pesquisadores e equipes diversas (Morales et al., 2020a; Covarrubias-Pazaran 
et al., 2022). Diferentes pesquisadores podem publicar seus códigos de análise de 
dados, modelos genéticos, ferramentas de mineração de dados ou bibliografia no 
GitHub, permitindo que outros membros da comunidade contribuam e usem essas 
ferramentas. O GitHub também oferece ferramentas de controle de versão, inserção 
de comentários e rastreamento de bugs, o que pode ajudar a manter a integridade 
e transparência dos projetos de melhoramento genético (Balancieri et al., 2005; 
Rodríguez-Álvarez et al., 2018; Morales et al., 2022).

Aqui são citadas algumas plataformas que oferecem funcionalidades similares 
ao GitHub:

• GitLab: é uma plataforma de código aberto e gerenciamento de projetos baseados 
em Git, que fornece recursos semelhantes aos do GitHub;  
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• Bitbucket: é uma plataforma de gerenciamento de código, que oferece suporte a 
várias linguagens de programação e fornece recursos de colaboração e controle 
de versão;

• SourceForge: é uma plataforma de hospedagem de código e gerenciamento de 
projetos, que oferece suporte a várias linguagens de programação e recursos de 
colaboração.

• Apache Allura: é uma plataforma de gerenciamento de projetos de software de 
código aberto, incluindo controle de versão, rastreamento de bugs e colaboração 
em projetos.

Repositórios de Dados de Melhoramento
Os repositórios de dados fenotípicos, genéticos e genômicos são importantes 

para o melhoramento genético de plantas, porque fornecem informações para apoiar 
a investigação e a tomada de decisão na seleção de genótipos para programas de 
melhoramento. Alguns exemplos de dados fenotípicos disponíveis em repositórios 
on-line abrangem tanto informações sobre as características externas e internas das 
plantas, como altura, peso, cor, forma, resistência a doenças e tolerância a condições 
adversas. Esses dados são importantes para identificar as características desejáveis 
e selecionar as plantas mais aptas para a produção (Alonso et al., 2019). 

Existem vários locais onde é possível obter dados fenotípicos de materiais genéticos 
em múltiplos ambientes, como:

1) The International Treaty on Plant Genetic Resources for Food and Agriculture 
(ITPGRFA): Esse tratado internacional oferece acesso a ampla gama de recursos 
genéticos de plantas, incluindo dados fenotípicos em múltiplos ambientes. O site 
oferece informações sobre a disponibilidade de germoplasma e outros recursos, 
bem como acesso a coleções de dados - https://www.fao.org/plant-treaty/en/

2) The Germplasm Resources Information Network (GRIN): Esse é um banco 
de dados online mantido pelo USDA Agricultural Research Service. Ele inclui 
informações sobre germoplasma (como dados fenotípicos, dados taxonômicos, 
etc.) para uma ampla variedade de plantas cultivadas e silvestres - https://
npgsweb.ars-grin.gov/gringlobal/

3) The Plant Breeding and Acclimatization Institute (IHAR): Esse é um instituto de 
pesquisa na Polônia que mantém uma ampla gama de recursos genéticos de 
plantas. O site oferece informações sobre a disponibilidade de germoplasma e 

https://www.fao.org/plant-treaty/en/
https://npgsweb.ars-grin.gov/gringlobal/
https://npgsweb.ars-grin.gov/gringlobal/
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outros recursos, bem como acesso a coleções de dados -  http://www.ihar.edu.
pl/

4) The International Maize and Wheat Improvement Center (Cimmyt): Esse centro 
internacional de pesquisa é dedicado ao melhoramento de trigo e milho. Ele 
mantém ampla gama de recursos genéticos, como dados fenotípicos em 
múltiplos ambientes. O site oferece informações sobre a disponibilidade de 
germoplasma e outros recursos, bem como acesso a coleções de dados - 
https://cimmyt.org/

5) The Plant Phenotyping Network: Esse é outro repositório global de dados 
fenotípicos de plantas, que inclui informações sobre a anatomia, fisiologia, 
biologia molecular, dentre outras - http://www.plantphenotyping.org

6) Germplasm Resources Information Network (GRIN): GRIN é uma rede de 
informações de germoplasma mantida pelo Departamento de Agricultura dos 
Estados Unidos (USDA), que fornece informações genotípicas e fenotípicas de 
muitas espécies de plantas - https://npgsweb.ars-grin.gov/gringlobal

7) The International Rice Research Institute (IRRI): O IRRI é uma organização 
global de pesquisa em arroz que compartilha dados genéticos, fenotípicos e 
genômicos de arroz para fins de pesquisa e melhoramento - https://www.irri.org/
resources/data-and-tools.

 Os dados genéticos e genômicos, como informações sobre a estrutura 
genética e a organização do DNA das plantas, incluindo a presença ou ausência de 
determinados alelos ou variantes genéticas, são importantes para entender a herança 
de características específicas e para identificar as fontes de variabilidade genética 
que podem ser utilizadas para melhorar as características de culturas de interesse 
agrícola. Existem vários repositórios e sites onde é possível baixar dados fenotípicos, 
genotípicos e genômicos relacionados ao melhoramento genético de plantas. Entre 
alguns dos mais conhecidos, pode-se citar:

1) Dryad Digital Repository - https://datadryad.org/: Esse é um repositório digital 
que fornece acesso a dados publicados associados a artigos científicos. Muitos 
artigos de melhoramento genético de plantas publicados em revistas científicas 
disponibilizaram seus dados no Dryad.

2) AgData Commons - https://data.nal.usda.gov/: Esse é um site do USDA que 
fornece acesso a dados de pesquisa agrícola, incluindo alguns dados de 
melhoramento genético de plantas.

http://www.ihar.edu.pl/
http://www.ihar.edu.pl/
https://cimmyt.org/
http://www.plantphenotyping.org
https://npgsweb.ars-grin.gov/gringlobal
https://www.irri.org/resources/data-and-tools
https://www.irri.org/resources/data-and-tools
https://datadryad.org/
https://data.nal.usda.gov/
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3) GenBank - https://www.ncbi.nlm.nih.gov/genbank/: GenBank é uma coleção 
anotada de todas as sequências de DNA publicamente disponíveis, e os dados 
são atualizados diariamente.

4) Gramene - http://www.gramene.org/: É um banco de dados de código 
aberto e com curadoria para genômica comparativa de plantas e análise de 
rotas metabólicas, projetado para apoiar pesquisadores que trabalham em 
melhoramento genético e genômica vegetal.

5) Phytozome - https://phytozome-next.jgi.doe.gov/: Esse portal fornece à 
comunidade científica de plantas um hub para acessar, visualizar e analisar 
genomas de plantas já sequenciados, possibilitando, de modo fácil e intuitivo, 
realizar anotações e estudos de genômica. 

Simulação de Dados
Diante da impossibilidade da implementação de um experimento para embasar 

uma pesquisa, ou caso não seja possível encontrar dados a partir um repositório, 
existe a alternativa de simular os próprios dados, respeitando as hipóteses 
estipuladas. A simulação de dados é uma ferramenta que faz sentido no contexto 
do melhoramento genético de plantas, permitindo que os pesquisadores estimem 
o comportamento de modelos teóricos de melhoramento de plantas com base em 
dados observados ou previstos (Li et al., 2012). Além disso, a simulação permite 
avaliar o impacto de hipóteses alternativas e estratégias de seleção na evolução 
futura da população (Daetwyler et al., 2013; Yamamoto et al., 2016). Algumas 
técnicas e métodos comumente usados na simulação de dados no melhoramento 
genético de plantas são:

1) Modelos de simulação baseados em fenotipagem: São modelos matemáticos 
que simulam a resposta fenotípica das plantas a diferentes condições ambientais 
e genéticas. Esses modelos são baseados em dados observados e relacionam 
variáveis genotípicas e ambientais com características fenotípicas desejadas;

2) Modelos de simulação por computação de sistemas biológicos: Essa 
técnica usa modelos computacionais para simular o comportamento biológico 
de plantas em diferentes condições ambientais e genéticas. Os modelos 
incluem características como a interação entre diferentes tecidos, as respostas 
hormonais e o transporte de nutrientes; 

https://www.ncbi.nlm.nih.gov/genbank/
http://www.gramene.org/
https://phytozome-next.jgi.doe.gov/
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3) Modelos de simulação baseados em genética quantitativa: Esses modelos 
matemáticos simulam o comportamento genético de uma população de plantas 
ao longo do tempo. Eles consideram a herança quantitativa de características 
fenotípicas e a seleção natural; 

4) Modelos de simulação baseados em genômica: Simulam a evolução do 
genoma de uma espécie ao longo do tempo, levando em conta fatores como 
mutações, recombinação e seleção natural. A simulação genômica pode ser 
usada para avaliar a diversidade genética e para entender como diferentes 
forças evolutivas afetam a evolução de um genoma.

Sistemas Gerenciadores de Banco de Dados
Sistemas gerenciadores de banco de dados (em inglês: Database Management 

Systems ou DBMS) são softwares que fornecem uma interface para criar, manter e 
consultar bancos de dados. Eles permitem que os usuários armazenem, acessem e 
atualizem informações de forma organizada e estruturada, garantindo a segurança 
dos dados, controle de acesso, recuperação de falhas e outros recursos importantes. 
Existem diversos tipos de DBMS, incluindo sistemas relacionais, sistemas de objetos, 
sistemas de dados distribuídos e sistemas NoSQL (Morales et al., 2020b).

O SQL é uma linguagem de programação utilizada para gerenciar e manipular dados 
em bancos de dados relacionais. No contexto do melhoramento genético de plantas, o 
SQL pode ser usado para armazenar e recuperar informações genéticas e fenotípicas, 
permitindo análises e manipulações mais eficientes desses dados. É possível, por 
exemplo, usar o SQL para combinar dados de diferentes fontes, filtrar informações 
irrelevantes e calcular estatísticas complexas com base nos dados armazenados. 
Adicionalmente, o SQL é compatível com vários sistemas gerenciadores, tornando 
mais fácil a integração com outras ferramentas e tecnologias (Zhao et al., 2021; Dipta 
et al., 2023).

Os DBMS podem ser usados para armazenar grandes quantidades de dados 
genotípicos e fenotípicos, e, adicionalmente, resultados de ensaios de campo podem 
ser registrados e gerenciados em um DBMS para facilitar sua análise e interpretação 
(Dorok et al., 2015). Os DBMS também podem ser usados para integrar dados de 
diferentes fontes, como bancos de dados públicos e registros comerciais.

 Alguns dos sistemas DBMS mais conhecidos são: MySQL https://www.mysql.com/; 
PostgreSQL https://www.postgresql.org/; Microsoft SQL Server https://www.microsoft.

https://www.mysql.com/
https://www.postgresql.org/
https://www.microsoft.com/en-us/sql-server/sql-server-downloads
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com/en-us/sql-server/sql-server-downloads; Oracle Database https://www.oracle.com/
database/; SQLite https://www.sqlite.org/; MongoDB  https://www.mongodb.com/; e o 
MariaDB https://mariadb.org/.

Segurança e Direitos de Uso dos Dados
O uso de dados sensíveis no contexto do melhoramento genético de plantas, 

como informações genéticas e fenotípicas, requer atenção especial à segurança de 
dados e privacidade. O risco de vazamento ou uso inadequado desses dados pode 
ter consequências negativas para os proprietários de variedades, indústrias agrícolas 
e consumidores. Além disso, a legislação internacional e nacional sobre privacidade 
de dados deve ser seguida para garantir que as informações confidenciais sejam 
protegidas (Brasil, 2018; Garcia et al., 2020). 

Existem várias estratégias para garantir a segurança de dados, como a criptografia 
de dados, acesso restrito a informações sensíveis e políticas de privacidade claras. É 
vital que as empresas e organizações que trabalham com dados sensíveis invistam 
em tecnologias avançadas de segurança da informação, como firewalls, autenticação 
de usuários e backups regulares. No contexto do melhoramento genético de plantas, 
a privacidade de dados é um assunto de suma importância, pois os dados genéticos 
e fenotípicos são confidenciais e podem ser usados para fins comerciais. As 
empresas de melhoramento genético precisam seguir as regulamentações internas 
e ter medidas de segurança sólidas para garantir que os dados sensíveis sejam 
protegidos.

É importante salientar que as tecnologias de big data e inteligência artificial, que 
são utilizadas no melhoramento genético de plantas, também precisam ser integradas 
com as práticas de segurança de dados (Bernardo, 2020). Por exemplo, ao coletar 
dados genéticos e fenotípicos usando drones ou sensores, é importante garantir que 
as informações sejam armazenadas de forma segura e que as políticas de privacidade 
sejam claramente definidas.

Mais Alguns Exemplos de Aplicação
A combinação das ferramentas apresentadas até aqui permite a integração e análise 

de informações em larga escala, o que é importante para o sucesso no melhoramento 
genético de plantas. Entre algumas aplicações da integração de ferramentas e 
conceitos computacionais no melhoramento genético, pode-se citar: 

https://www.microsoft.com/en-us/sql-server/sql-server-downloads
https://www.oracle.com/database/
https://www.oracle.com/database/
https://www.sqlite.org/
https://www.mongodb.com/
https://mariadb.org/
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1) Predição de características de híbridos: utilização de algoritmos de 
aprendizado de máquina para prever a expressão de características em híbridos 
resultantes do cruzamento alógamo ou autógamo; 

2) Mapa genético: criação de mapas genéticos que possibilitem a identificação 
de locos importantes relacionados a características produtivas e de adaptação; 

3) Armazenamento de informações climáticas: armazenamento de informações 
climáticas relevantes ao cultivo das plantas, permitindo análise mais precisa das 
condições adversas que afetam o desenvolvimento e a produção;

4) Estimativa de rendimento: utilização de algoritmos de inteligência artificial 
para estimar o rendimento de híbridos específicos com base em informações 
climáticas, genéticas e produtivas; 

5) Seleção de germoplasma: uso de programas de computação para selecionar 
plantas com características desejadas em uma população sob avaliação, sem a 
necessidade de colher as parcelas experimentais. 

A computação, programação, mineração e manejo de dados são ferramentas que 
permitem o processamento e análise de grandes quantidades de dados relacionados 
ao melhoramento genético de plantas alógamas e autógamas. Já as ferramentas de big 
data permitem armazenar enormes quantidades de informações para caracterização 
do genótipo, fenótipo e ambiótipo, das plantas e ambientes de interesse. Alguns 
exemplos de como essas ferramentas podem ser aplicadas são: 

1) Modelagem de características: programação de algoritmos de inteligência 
artificial para prever as características de plantas resultantes do cruzamento 
alógamo ou autógamo. 

2) Análise de genoma: mineração de dados para identificar locos importantes 
relacionados a características desejadas, como rendimento e resistência a 
doenças. 

3) Seleção assistida: uso de programas de computação para auxiliar na seleção 
de plantas com as características desejadas durante o melhoramento genético. 

4) Armazenamento de dados: armazenamento de informações relacionadas ao 
cruzamento, seleção e teste de plantas, permitindo a análise a longo prazo dos 
resultados.

Esses e outros temas listados anteriormente serão abordados com maior 
detalhamento nos respectivos capítulos deste livro.  
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Considerações Finais
Se atentarmos ao fato de que a quantidade de dados genômicos disponíveis 

para plantas está crescendo rapidamente, e a integração desses dados com 
dados fenotípicos e de melhoramento será crucial para aprimorar as estratégias de 
melhoramento genético, pode-se inferir que a integração de dados genômicos será 
uma frente que crescerá com velocidade e força nas próximas décadas.

Aliado à integração de dados genômicos, o uso de técnicas de aprendizado de 
máquina para analisar grandes quantidades de dados fenotípicos e genômicos está 
se tornando cada vez mais comum e será uma ferramenta valiosa para identificar 
marcadores genéticos e predizer o desempenho de linhagens sob seleção em relação 
às características de interesse.

Junto com diversas novas técnicas de aprendizado de máquina, o uso de inteligência 
artificial está cada vez mais sendo aplicado para a identificação de padrões em dados 
complexos, o que pode ser útil no melhoramento genético de plantas na identificação 
de combinações de genes que potencialmente influenciam características de interesse 
de melhoristas.

A integração de dados ambientais, como dados de solos, climáticos e de manejo, 
juntamente com dados fenotípicos e genômicos, pode fornecer uma visão mais 
completa sobre como as plantas respondem a diferentes condições ambientais, 
assim como no desenvolvimento de variedades adaptadas a mudanças climáticas. 
A ambientômica é também um caminho para o aumento da produção bruta de locais 
já sob cultivo, diminuindo a necessidade de abertura de novas áreas, resultando na 
preservação e conservação de ambientes naturais.Pode-se também destacar que a 
colaboração internacional é crescente na área de melhoramento genético de plantas, 
o que está levando ao compartilhamento de dados e recursos computacionais, fato 
que é benéfico para a velocidade do avanço e assertividade das pesquisas na área.
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CAPÍTULO

5 Inteligência Artificial

Moysés Nascimento, Camila Azevedo Ferreira, 
Cosme Damião Cruz, Ana Carolina Campana Nascimento

Introdução
Inteligência Artificial (IA) é a área da ciência que estuda a teoria, o desenvolvimento 

e a aplicação de técnicas inspiradas na inteligência humana. Tais metodologias estão 
fundamentadas em um sistema que incluem elementos que mimetizam o cérebro 
humano, ou seja, um mecanismo em que as decisões são tomadas com base nas 
entradas recebidas de nossos cinco sentidos (visão, audição, tato, olfato e paladar). 
Também tentam simular o comportamento do cérebro humano, ou seja, aprender, 
errar e realizar descobertas (Cruz; Nascimento, 2018). Em termos de análises, a IA 
relaciona-se ao processo de ajustar e predizer comportamentos provenientes de qualquer 
tipo de dados e gerados por qualquer função, podendo ser aplicada para solucionar 
problemas de predição, classificação e reconhecimento de padrões. Dentre as técnicas 
de IA, destacam-se as redes neurais artificiais (RNA) e a lógica nebulosa (Fuzzy Logic).

Por outro lado, o Aprendizado de Máquinas (AM) permite que computadores 
aprendam a partir de algoritmos, que por meio de alguma medida de erro, constroem 
regras para realizar predições ou classificações. Dessa forma, é possível verificar que o 
AM faz uso de um raciocínio indutivo, o qual se aprende com base na experimentação 
e exemplos. Diferentemente do AM, a IA utiliza tanto o raciocínio indutivo quanto o 
dedutivo, que consiste em utilizar a lógica para construir um novo conhecimento a partir 
do conhecimento já existente acerca do fenômeno em estudo. Dentre as técnicas de 
AM, podemos citar as Árvores de Regressão e Classificação e seus refinamentos, como 
por exemplo Bagging e Random Forest. 

Na área da Biometria, a predição, a classificação e o reconhecimento de padrões 
são indispensáveis para os programas de melhoramento, pois auxiliam, por exemplo: 
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i) na estimação de parâmetros genéticos e predição genômica na presença de efeitos 
aditivos e de dominância (Sousa et al., 2022); (ii) na predição genômica na presença 
de efeitos de epistasia (Costa et al., 2022a); (iii) em estudos de adaptabilidade e 
estabilidade (Carneiro et al., 2018; Oda et al., 2021); (iv) em estudos de diversidade 
genética (Costa et al., 2022b); (v) no cálculo da importância de variáveis para a 
predição de uma variável alvo (Silva Júnior et al., 2021); (vi) na predição de variáveis 
categóricas (Montesinos-López et al., 2020); (vii) na detecção de doenças (Gajjar et 
al., 2022); (viii) na análise de imagens (Jiang; Li, 2020).

Neste capítulo serão apresentadas, de maneira sucinta, algumas metodologias 
que são embasadas em IA e AM. Especificamente, serão apresentadas as RNA, 
Lógica Fuzzy, as Árvores de Decisão, Bagging e Random Forest. Serão também 
apresentados três exemplos de aplicação, um que utiliza tais metodologias para a 
predição genômica em características que apresentam efeitos epistáticos e outro que 
faz uso de RNA para estimar os parâmetros genéticos e realizar a predição genômica 
na presença de efeitos aditivos e de dominância. Além disso, um exemplo no qual os 
mapas auto-organizáveis de Kohonen são utilizados na organização da diversidade 
genética também é apresentado. Finalmente, algumas perspectivas e considerações 
finais sob a ótica dos autores também serão apresentadas. 

Metodologias

Inteligência Artificial

Redes Neurais Artificiais

A primeira arquitetura das Redes Neurais Artificiais foi proposta por McCulloch e 
Pitts (1943), mas essa rede se restringia a solucionar problemas de classificação do 
tipo binário. Posteriormente, Rosenblatt (1957) apresentou a topologia de uma RNA 
em que os neurônios são dispostos em uma única camada, conforme apresentado na 
Figura 1A e para essa rede se dá o nome de Perceptron.

O esquema da rede Perceptron se inicia com um conjunto de variáveis de entrada 
(χ1,χ2,...χn) e, no interior do processo, essas variáveis são multiplicadas por pesos 
sinápticos (w0,w1, w2,... wn), conduzindo a uma quantidade denominada de porta do 
limiar, w0+ ∑n

i  =1 w1 χi . Então, ao se aplicar uma função de ativação g(.) na porta do 
limiar, obtêm-se a variável de saída definida como  yr = g(∑n

i = 0 w1 χi), em que χ0=1. 
A função de ativação é escolhida de acordo com o problema a ser estudado. Alguns 
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exemplos são a função binária, que pode ser aplicada a problemas simples de 
classificação binária; a função linear, que pode ser aplicada a problemas simples em 
que as variáveis possuem associação linear; e as funções sigmoides e softmax, que 
podem ser aplicadas a problemas de associação não linear. Mas, atualmente, a função 
ReLU (Rectified Linear Unit) é uma função de ativação geral e que pode ser usada 
na maioria dos fenômenos. Essa função retorna 0 para todos os valores negativos, 
e o próprio valor para valores positivos. Na rede Perceptron, os pesos são ajustados 
sucessivamente para que o erro (ε), ou seja, a diferença entre a resposta desejada (y) 
e a saída de rede (ε = y − yr), seja o menor possível.

Figura 1. Arquiteturas de 
Redes Neurais Artificiais 
(RNA). Na parte A é mostrada 
a Representação de Perceptron 
com uma camada. Na parte 
B, o esquema de uma rede 
Perceptron Multicamadas.

Rosenblatt (1957) agregou à rede Perceptron uma regra de aprendizagem. No 
entanto, a mesma não poderia ser aplicada a problemas complexos, e essa topologia 
solucionaria apenas problemas linearmente separáveis. Posteriormente, com o intuito de 
se aplicar as redes neurais em problemas que não são linearmente separáveis, é que foi 
desenvolvida a rede Perceptron Multicamadas (PMC) apresentada na Figura 1B. Essa 
rede inclui camadas ocultas que tendem a capturar de modo mais eficiente a estrutura 
dos dados, seja ela linear ou não, e transmitir toda informação da camada de entrada 
para a camada de saída. O número de camadas ocultas e a quantidade de neurônios 
(unidades básicas das redes neurais artificiais) em cada camada podem ser definidos por 
meio de experimentação e do monitoramento das redes, uma vez que um grande número 
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de camadas e de neurônios pode ocasionar o overfitting (ou seja, a rede pode memorizar 
os dados de treinamento), e um insuficiente número de camadas e de neurônios pode não 
ser capaz de capturar todos os padrões presentes no conjunto de dados. 

No desenvolvimento da rede Perceptron Multicamadas faz-se uso do algoritmo de 
treinamento backpropagation, proposto por Rumelhart et al. (1986). Esse algoritmo 
consiste em definir uma função de custo e um procedimento de otimização que permite 
a atualização dos pesos após cada iteração. O processo é dividido em duas fases, 
denominadas forward e backward. A fase forward consiste em receber as variáveis de 
entrada, definir os valores iniciais para os pesos e propagar a informação por meio das 
camadas ocultas até a saída de rede. Já a fase backward atualiza os pesos a partir 
da camada saída da rede em direção às variáveis de entrada, utilizando a técnica 
do gradiente descendente. Em termos matemáticos, para desenvolvimento desse 
algoritmo, as funções de ativação devem ser parcialmente ou totalmente diferenciáveis.

Lógica Fuzzy

A lógica Fuzzy constitui uma ferramenta para desenvolver cadeias de pensamento 
que, quando aplicadas ao contexto linguístico, permite reconhecer contradições e 
eliminar probabilidades de erro. No campo da matemática e da ciência da computação, 
o nome do matemático George Boole é referência quando se tem em mente o 
desenvolvimento de uma linguagem formal para o raciocínio. Baseado no sistema 
binário, que é extremamente simples, Boole demonstrou ser capaz de explorar todo o 
poder da lógica. No mundo moderno, essa forma de aplicar o raciocínio é tão importante 
que está presente no cotidiano de toda a humanidade, com diversas utilizações. A 
lógica booleana foi fundamental para o desenvolvimento da computação moderna. 
Atualmente, a maioria das máquinas modernas são alimentadas por algoritmos que 
descrevem raciocínios precisos e binários, como o proposto por Boole. Porém, elas 
são incapazes de retratar muitas situações reais para fins de tomada de decisão e, 
principalmente, incorporar no computador a forma de raciocínio humano que é, na 
maioria das vezes, impreciso.

A Lógica Fuzzy proposta por Zadeh (1965), também conhecida como lógica nebulosa, 
é a área da inteligência artificial inspirada na forma de raciocínio humano, que é baseado 
em aproximações e incertezas. Essa técnica provê um método de traduzir expressões 
verbais vagas, imprecisas e qualitativas, comuns na comunicação humana, em valores 
numéricos. Uma distinção básica da Lógica Fuzzy está relacionada a abordagens relativas 
à teoria de conjuntos, de forma que comparações entre a teoria de conjuntos clássicos e 
a teoria de conjuntos Fuzzy tornam-se fundamentais no entendimento dessa abordagem 
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para solução de problemas de predição, classificação e reconhecimento de padrões. Na 
teoria clássica de conjuntos é proposto valores de 0 ou 1 para determinar a pertinência 
de um elemento em um determinado conjunto, ao contrário da Lógica Fuzzy, que atribui 
graus de pertinência que variam entre 0 ou 1 à pertinência de um elemento em um conjunto 
qualquer. Assim, por exemplo, podemos classificar um grupo de linhagens ou híbridos em 
dois conjuntos relativos à altura cujos valores podem variar de 1,0 m a 2,0 m: conjunto A, 
de plantas altas, ou B de plantas baixas. Um determinado genótipo, na lógica clássica, 
será pertinente apenas a um determinado conjunto, por exemplo o A, com pertinência 1 
e, consequentemente, com pertinência 0 ao conjunto B. Na Lógica Fuzzy pode-se admitir 
que esse mesmo genótipo, por exemplo com altura 1,7 m, possa ser alocado em ambos 
os conjuntos, com pertinência 0,7 em um conjunto e 0,3 em outro. Apesar de se ter uma 
informação vaga, pode-se tomar importantes decisões geradas por um raciocínio Fuzzy.

A área relativa à Lógica Fuzzy apresenta conceitos e regras que permitem a 
formalização do raciocínio nebuloso em sistemas computacionais, gerando o que se 
denomina de controladores, que funcionam como sistemas inteligentes utilizados na 
pesquisa e na ciência para tomadas de decisão. O controlador Fuzzy é um sistema 
no qual é possível combinar duas ou mais variáveis (variáveis de entrada) em uma 
única saída (variável resposta, geralmente discreta para problemas classificatórios, ou 
contínuas para problemas de predição), com a finalidade de facilitar o controle de uma 
situação que é realizada pelo ser humano. O controlador Fuzzy baseado em regras 
apresenta uma configuração básica, a qual é dividida em quatro etapas relativas ao 
estabelecimento da base de conhecimento, à interface de “fuzzificação”, aos sistemas 
de inferência fundamentado em regras e à interface de “defuzzificação”.

Os sistemas de inferência Fuzzy descritos na literatura são classificados em função 
das características gerais do seu modelo de tomada de decisão. Dentre esses, o 
sistema proposto por Mamdani (Mamdani; Assilian, 1975) está descrito na Figura 2.

Figura 2. Esquema de um sistema de inferência fuzzy. 
Fonte: Leite (2009).
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A base de conhecimento é a primeira fase no projeto de um controlador Fuzzy e 
representa a configuração adotada que permitirá a tomada de decisão a respeito de 
determinada situação. Uma vez selecionadas as variáveis entradas, que realmente 
influenciam na tomada de decisão, elas devem ser levadas em consideração sob o 
ponto de vista da Lógica Fuzzy. Assim, por exemplo, pode-se considerar a predição 
da característica rendimento de grãos a partir das variáveis de entrada, como altura 
e floração. Quando observadas sob o aspecto da Lógica Fuzzy, as variáveis são 
denominadas linguísticas, uma vez que os valores Fuzzy assumidos por essas 
variáveis são expressões verbais, representadas por conjuntos Fuzzy por meio de 
funções de pertinências. Assim, o controlador poderá, no exemplo, considerar para 
altura os conjuntos alto e baixo; para a variável de entrada floração, os conjuntos 
precoce, intermediário e tardio; e, para a variável resposta rendimento, os conjuntos 
selecionável ou descartável.

A segunda etapa é a “fuzzificação”. De forma geral, as variáveis de entrada e de 
saída de um controlador Fuzzy adotam valores numéricos, discretos ou contínuos. 
Assim, é necessária a sua conversão em valores Fuzzy, isto é,  os valores numéricos 
das observações são convertidos para o intervalo [0,1] e eles estão associados às 
pertinências em relação aos valores linguísticos de uma variável (Leite, 2009). 

A terceira etapa é o estabelecimento de sistemas de inferência fundamentados em 
regras. A base de regras caracteriza os objetivos e a estratégia adotada para inferir 
sobre uma situação e permitir uma tomada de decisão adequada. As regras podem 
ser obtidas por meio de entrevistas com operadores humanos experientes, que detém 
as informações necessárias para obter o melhor desempenho quanto a determinado 
processo. Assim, pode-se, por experiência, estabelecer as regras: se o genótipo é 
precoce OU baixo ele será descartável. Outra regra, por exemplo seria, se o genótipo 
é alto E tardio, ele será selecionável. Operadores de conjuntos tais como o OU e E 
são usados no estabelecimento de regras. Deve-se entender que as regras Fuzzy são 
responsáveis por traduzir a experiência de um especialista em determinado assunto, 
de forma a permitir que o computador, por meio das regras, consiga tomar decisões 
que são realizadas pelo ser humano.

Para que um controlador Fuzzy seja eficaz na tomada de decisão, é necessário 
que ele contenha um número de regras suficiente para contemplar todas as situações 
possíveis de ocorrência nas entradas. Dessa forma, pode ser necessário um grande 
número de regras, porém, em termos de processamento, a Lógica Fuzzy é muito 
eficiente devido ao fato de as regras serem ativadas em paralelo, o que contribui para 
maior velocidade de processamento dos dados.
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Por fim, o controlador Fuzzy deve apresentar uma interface de “defuzzificação”, que 
consiste em um processo de transformação da área agregada de saída em um único 
valor que representa um compromisso entre os diferentes valores Fuzzy contidos na 
saída do controlador (Jang et al., 1997). A “defuzzificação” tem um impacto significante 
no desempenho do controlador Fuzzy. Existem diversos métodos para a “defuzzificação”, 
mas o importante é escolher o método que melhor se adequa ao problema.

Os controladores Fuzzy são ferramentas que podem vir a contribuir tanto na 
seleção como na recomendação de cultivares, já que apresentam caráter multivariado 
comparativo. Esse tipo de ferramenta permite agregar a informação de diversas 
variáveis ou parâmetros em conjunto a fim de se ter um resultado único. Carneiro et al. 
(2018) apresentam a aplicação de controladores Fuzzy para auxiliar na interpretação 
das metodologias de adaptabilidade e estabilidade, bastante úteis na recomendação 
de cultivares obtidos de programas de melhoramento genético.

Aprendizado de Máquinas

Árvores de Decisão

De maneira sucinta, a técnica de aprendizado de máquinas, denotada por Árvores 
de Decisão, tem por objetivo construir um diagrama (árvore) que permita realizar 
classificações de uma variável dependente, Y (output), em função de uma ou mais 
variáveis independentes, X (inputs). Tal metodologia utiliza o raciocínio indutivo para 
elaborar, por meio de um algoritmo, a construção de regiões mutuamente exclusivas, 
(R1, R2,..., Rr), que minimizam, caso a variável seja qualitativa (Árvore de Classificação), 
uma das três funções de custos, Cr(A), apresentadas a seguir (James et al., 2013):

• Taxa de Erro Aparente: TEA = 1 –   
k 

m
    

ax (ρ̂  rk). 

• Índice de Gini: G = ∑K
k    =1 ρ̂

  rk(1 – ρ̂  rk).      

• Deviance (Cross-Entropy): D =  – ∑K
k    =1 ρ̂

  rklogρ̂  rk,       

em que  ρ̂   rk   é a proporção estimada de observações na r-ésima região pertencentes 
a k-ésima classe. Em termos práticos, o uso de G ou D permite melhor avaliação da 
pureza do nó, ou seja, fornece uma ideia sobre a variabilidade das observações dentro 
dos nós. Especificamente, quanto mais próximo de zero mais “pura” (homogênea) 
será a região em questão. Por outro lado, a TEA é interessante quando o objetivo é 
realizar classificações com maior acurácia.



128

Melhoramento de precisão: aplicações e perspectivas na genética...

A construção de tais regiões mutuamente exclusivas, considerando todo o espaço 
das variáveis preditoras, é uma tarefa que exige elevado custo computacional. 
Dessa forma, torna-se inviável considerar cada partição possível do espaço em R 
regiões para se obter o menor valor de um dos três critérios descritos acima. Para 
contornar o custo computacional, a literatura propõe realizar um procedimento 
baseado em divisões binárias recursivas, na qual objetiva-se obter a variável Xp e 
o ponto t (dentro do conjunto de observações avaliadas) que particione o espaço 
em duas regiões:

R1 (p,t) = {X | Xp ≤ t} e R2 (p,s) = {X | Xp < t}  

tal que o ponto t divida a p-ésima variável em duas regiões que obtenha o menor 
valor de um dos três critérios apresentados. Por fim, utiliza-se a variável que obteve o 
menor valor para o critério selecionado para a primeira divisão, em seguida, o processo 
é repetido para cada região gerada. 

Uma questão interessante e que deve ser levada em conta é o tamanho da árvore 
construída. Enquanto uma árvore muito grande pode se superajustar (overfitting) 
aos dados, uma pequena pode não capturar a explicação do fenômeno de maneira 
adequada. Para obter uma solução para esse problema, pode-se construir uma 
árvore até que nenhuma região contenha mais que 5 indivíduos e em seguida podá-
la (pruning) usando o que se denomina “custo complexidade da poda” (Hastie et al., 
2009). Especificamente, tal problema é apresentado como a minimização da seguinte 
função custo:
                     |A|

 Pα (A) = ∑  Cr (A) + α |A|,
               r =1

em que Cr(A) é uma das três funções custo definidas anteriormente, |A| é o número 
de nós terminais da árvore A e α é o parâmetro de penalização (tunning parameter), o 
qual pode ser escolhido por meio de um procedimento de validação cruzada. 

Toda a apresentação acima pode ser expandida para a construção de Árvores de 
Regressão. Nesse caso, a variável dependente, Y (output), é quantitativa e a função 
custo a ser minimizada é dada pela Soma de Quadrado dos Resíduos (SQR), ou 
seja:
                   r

 SQR = ∑ ∑  (yi − ŷ    R  j
)2,

                        j =1 i ∈Rj

 em que yi  é i-ésimo valor observado da variável quantitativa dependente Y e ^Y Rj
    

é a média das observações pertencentes a região Rr.
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Bootstrap Aggregating (Bagging) 
O Bootstrap é um método de Estatística Computacional que visa acessar a incerteza 

sobre um estimador por meio da amostragem, com reposição, do conjunto de dados. 
Em termos de Árvores de Decisão, para cada amostra bootstrap constrói-se uma 
árvore e, posteriormente, considera-se como valor predito a média obtida por todas as 
árvores construídas, ou seja, aquela obtida por meio das N amostras bootstrap:

                       

^em que f n(χ)   é o valor predito pela n-ésima árvore construída. 
Tal abordagem, sob o ponto de vista estatístico, aumenta a acurácia do valor 

predito, visto que a variância da média é dada pela variância original das observações 
dividida pela raiz quadrada do número de elementos (amostras). Uma característica 
interessante do método bootstrap é que, em média, 1/3 das observações não são 
utilizadas em cada árvore construída. Dessa forma, é possível avaliar a capacidade 
preditiva do modelo considerando esses indivíduos. Tal conjunto é denotado na 
literatura como out-of-bag (OOB) (Hastie et al., 2009). 

Random Forest

No processo de construção das árvores por meio do Bagging todas as variáveis 
explicativas (inputs) são consideradas. Dessa forma, devido ao algoritmo utilizado ser 
baseado na minimização de uma função de custo, espera-se que tanto as variáveis 
que compõem o diagrama em árvore quanto a sua ordem de apresentação no mesmo 
sejam semelhantes. Tal semelhança conduz a resultados similares, ou seja, as árvores 
construídas apresentam dependência. Visando reduzir/eliminar tal dependência e, 
consequentemente, aumentar a acurácia do processo preditivo, Ho (1995) propôs o 
Random Forest (RF). Especificamente, essa abordagem é uma pequena modificação 
do Bagging, na qual um número inferior de variáveis explicativas (inputs, m < p) são 
utilizadas na construção das árvores obtendo valores preditos mais independentes e 
ocasionando redução da variabilidade encontrada nas Árvores de Decisão. Hastie et 
al. (2009) sugerem que o número de variáveis preditoras utilizadas em cada partição 
seja dada da seguinte forma, para árvores de classificação m = √

p     e, para árvores de 
regressão, m = p/3. Além das vantagens citadas anteriormente, em termos do aumento 
da acurácia, a construção de árvores de decisão por meio do Bagging e Random 
Forest permite ao usuário verificar a importância de variáveis explicativas por meio do 
decréscimo nas funções de custo, quando se retira a variável do ajuste.

  N
                         1^f   médio (χ) =  ∑ ^f           n

 (χ)
                 N   n=1
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Exemplos de Aplicação
Em termos práticos, os programas de melhoramento genético, seja de plantas ou 

animais, demandam experimentação intensiva para que valores genéticos acurados 
possam ser obtidos e utilizados como critérios de seleção. Esse tem sido o maior 
desafio para o melhorista, de reconhecer entre os genótipos avaliados aqueles que 
terão melhor desempenho per se ou que proporcionarão melhores descendentes em 
gerações segregantes (Nascimento et al., 2022). Visando elevar a acurácia do processo 
de seleção e reduzir ciclos de gerações, a seleção genômica (SG) tem sido utilizada (Liu 
et al., 2019; Singh et al., 2019). Tal metodologia, proposta por Meuwissen et al. (2001), 
permite incorporar informações moleculares diretamente na predição do mérito genético 
dos indivíduos. As metodologias tradicionais de SG (G-BLUP e Métodos Bayesianos) 
baseiam-se na suposição de normalidade dos valores fenotípicos ou dos efeitos de 
marcadores moleculares. Para superar essa limitação, Pérez e De Los Campos (2014) 
propuseram o uso da Regressão Linear Generalizada Bayesiana (BGLR), permitindo 
o uso de SG para modelos contínuos e discretos. Embora útil, a presença de fatores 
complicadores, como epistasia e dominância, dificultam a utilização dos modelos usuais 
de SG, uma vez que seus efeitos devem ser estabelecidos a priori no modelo (Sousa et 
al., 2021). Modelos baseados em IA (PMC) ou AM (Árvores de Decisão e seus possíveis 
refinamentos – Bagging e Random Forest) se apresentam como alternativas. Tais 
algoritmos não fazem suposições sobre o modelo e permitem, a partir dos dados, a 
captura de fatores complexos, como epistasia e dominância em modelos de previsão. 
Além disso, eles não requerem suposições sobre a distribuição dos valores fenotípicos. 

Predição genômica por meio de métodos de IA e AM considerando 
características com diferentes níveis de complexidade

Visando apresentar um exemplo no qual o objetivo foi avaliar e comparar a 
performance preditiva de métodos baseados em IA, AM e estatísticos (RR-BLUP e 
Bayes B) na predição genômica, serão apresentados resultados parciais do estudo 
desenvolvido por Barbosa et al. (2021). Para tal avaliação, foram simuladas populações 
com diferentes níveis de herdabilidade e números de QTL (Quantitative Trait Loci) 
na presença de dominância e efeitos epistáticos. Foi simulado um genoma de uma 
população F2 formada por 1.000 indivíduos, genotipados para 2.010 marcadores de 
polimorfismo de nucleotídeo único (SNP). Vinte e seis características foram simuladas 
considerando números de QTL variando de 2 a 88, distribuídos igualmente em oito 
grupos de ligação, e com herdabilidade 0,3 e 0,6 (Tabela 1). 
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Tabela 1. Número de QTL (Quantitative Trait Loci) distribuídos em oito grupos de ligação com 
dois níveis de herdabilidade para as 26 características simuladas (T1 até T26).

h²
QTL

2 4 8 16 24 32 40 48 56 64 72 80 88

0,3 T1 T3 T5 T7 T9 T11 T13 T15 T17 T19 T21 T23 T25

0,6 T2 T4 T6 T8 T10 T12 T14 T16 T18 T20 T22 T24 T26

As características foram simuladas considerando grau médio de dominância igual 
a 0,5 e um modelo de efeito epistático como apresentado a seguir:

em que Yi é o valor fenotípico para a observação i; µ é a média geral da 
característica; αj assume os valores µ + αj, µ + dj e µ – αj  para os genótipos associados 
às classes AA, Aa e aa, respectivamente. As classes foram codificadas como 1, 0 ou 
-1, respectivamente. Na equação acima, a primeira soma da expressão refere-se à 
contribuição individual do marcador por meio de seus efeitos aditivos e dominantes, e 
a segunda soma representa os efeitos multiplicativos correspondentes às interações 
epistáticas entre pares de locos, em que  αjαj+1  é o efeito multiplicativo do alelo favorável 
no locus j e j+1 e n varia de 2 a 88. A ação gênica teve distribuição uniforme, de modo 
que cada loco j teve a mesma contribuição para a característica em consideração. O ei 
é o efeito ambiental, gerado de acordo com a estrutura de variância dos resíduos dada 
por  ei ~N(0, Ve) com  Ve = (1 – h2)Vg

  ⁄ h2 .

Como resultado, foi possível observar que o desempenho das metodologias 
avaliadas é influenciado pela complexidade das características analisadas, e, dessa 
forma, diferentes resultados podem ser encontrados devido a essa complexidade 
(Figura 3).

Os métodos de AM mostraram ser ferramentas alternativas interessantes 
para predizer os valores genéticos genômicos com controle gênico epistático em 
características com diferentes graus de herdabilidade e diferentes números de 
genes controladores. Especificamente, as árvores de decisão e o Random Forest 
apresentaram valores de acurácia preditiva superiores as demais metodologias 
para características com efeitos não aditivos nos cenários de 2 a 16 QTL (Figuras 
3A e 3B). Já as PMC e os métodos de AM apresentaram resultados semelhantes 

Yi = µ + αj + αj αj +1+ei
n n ̶ 1

j=1 j=1∑ ∑



132

Melhoramento de precisão: aplicações e perspectivas na genética...

Figura 3. Capacidade preditiva estimada pelas Árvores de Decisão (Árvore), Bagging, 
Bayes B, Redes Perceptron Multicamadas (PMC) e RR-BLUP em cenários com 
números de QTL variando de 2 a 88 com efeitos aditivos, dominantes e epistáticos e 
herdabilidade 0,3 (a) e 0,6 (b).

aos obtidos por meio de métodos tradicionais (RR-BLUP e Bayes B) na predição 
de valores genéticos genômicos para os cenários de 16 até 88 QTL (Figuras 3A 
e 3B).

De maneira geral, esses resultados indicam que para características com menor 
número de QTL, os efeitos multiplicativos dos genes controladores (epistasia) 
podem ser mais importantes, visto que o efeito individual de cada gene é maior 
do que nas características controladas por um maior número de QTL. Assim, 
as metodologias de AM são capazes de capturar esses efeitos epistáticos em 
características controladas por poucos QTL e apresentaram melhores resultados 
quando comparados com os métodos tradicionais de SG (Figura 3). Adicionalmente, 
tais metodologias não requerem especificação da arquitetura da característica e, 
portanto, uma primeira hipótese seria que esses métodos poderiam naturalmente 
capturar os efeitos não aditivos conhecidos no genoma simulado que não foram 
especificados nos métodos RR-BLUP e Bayes B. Por outro lado, o aumento no 
número de QTL faz com que o efeito de cada um deles seja reduzido, eliminando 
possíveis vantagens de métodos que capturam os efeitos não aditivos na predição 
do valor genômico.  
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Efeitos de marcadores e estimativas de herdabilidade via redes 
neurais artificiais 

Para exemplificar e apresentar resultados sobre a obtenção dos efeitos dos 
marcadores e estimativas de herdabilidade por meio de redes neurais artificiais, serão 
apresentados resultados parciais do estudo desenvolvido por Sousa et al. (2022). 
Nesse estudo, o objetivo principal foi explorar os efeitos dos marcadores do tipo SNP e 
estimar a herdabilidade proveniente do modelo genômico aditivo-dominante por meio 
de PMC. Além disso, os resultados foram confrontados com aqueles provenientes do 
método estatístico mais usual em SG, o G-BLUP. 

Antes de apresentar os resultados, vale a pena ressaltar a grande flexibilidade para 
o ajuste de efeitos não aditivos e a não necessidade de pressupor qualquer relação 
funcional entre o output e inputs a priori nas técnicas de IA (ex.: PMC) e AM (ex.: AD). 
Tais características são interessantes para estudos de SG, principalmente na falta de 
normalidade dos valores fenotípicos e na presença de efeitos não aditivos no modelo. 
Apesar dessa vantagem, informações sobre como acessar os efeitos de marcadores e 
estimar parâmetros genéticos, como por exemplo herdabilidade, são limitadas. Glória 
et al. (2016), utilizando dados simulados, obtiveram valores de herdabilidade, os 
quais foram estimados considerando a importância relativa dos marcadores ajustados 
por uma RNA e conceitos de genética quantitativa (Olden et al., 2004). Apesar de 
interessante, a melhor RNA desse estudo apresentou apenas uma única camada 
oculta com um único neurônio e a função de ativação identidade, ou seja, um modelo 
semelhante ao utilizado nos métodos tradicionais de SG. Diante desses resultados, 
algumas questões podem ser apresentadas: i) é possível obter a importância de 
marcadores na predição de características alvo usando RNA com arquiteturas mais 
complexas, como por exemplo, RNA com 3 camadas ocultas, diferentes números de 
neurônios e funções de ativação; e ii) é possível, a partir de tais informações, estimar 
valores de herdabilidade da parte aditiva e dominante de uma característica? Visando 
responder tais questões, Sousa et al. (2022), utilizando dados provenientes de um 
programa de melhoramento de café canéfora, ajustaram modelos de redes neurais 
do tipo PMC, obtiveram os efeitos dos marcadores do tipo SNP, estimaram valores 
de herdabilidade provenientes do modelo genômico aditivo dominante e, finalmente, 
compararam os resultados obtidos com aqueles provenientes do modelo G-BLUP. 
Especificamente, foram avaliadas 165 plantas genotipadas para 14.387 marcadores 
do tipo SNP. Nesse estudo, foram consideradas as características produtividade e 
resistência à ferrugem.  
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Devido ao grande número de marcadores e a grande demanda computacional 
requerida por uma RNA, foi realizada uma seleção de inputs (marcadores) para cada 
uma das características por meio do Bagging. Assim, o treinamento da rede foi realizado 
considerando 1.086 e 1.302 marcadores para, respectivamente, produtividade e 
resistência à ferrugem. Para produtividade, a melhor RNA (capacidade preditiva = 
0,72) apresentava 4, 15 e 33 neurônios para a primeira, segunda e terceira camadas 
ocultas, respectivamente. Para resistência à ferrugem, a melhor RNA (capacidade 
preditiva = 0,88) possuía arquitetura com 13, 20 e 24 neurônios para a primeira, 
segunda e terceira camadas ocultas, respectivamente. Para todos os neurônios foi 
utilizada a função de ativação logística.

Para ambas as características, produtividade e resistência à ferrugem, a 
herdabilidade aditiva e a de dominância capturadas pela RNA foram semelhantes às 
obtidas pelo G-BLUP (Tabela 2). Além disso, as estimativas foram consistentes com 
as relatadas na literatura. Para a característica produtividade, a literatura apresenta 
estimativas de herdabilidade variando de 0,15 até 0,79. Já para a resistência à 
ferrugem, a estimativa foi próxima à relatada por Alkimim et al. (2020).

Tabela 2. Estimativas de herdabilidade aditiva e de dominância. 

Produtividade Resistência à Ferrugem

 RNA G-BLUP RNA G-BLUP 
h2

a 0,25 0,26 0,67 0,55

 h2
d 0,06 0,05 0,30 0,22

G-BLUP, Genomic Best Linear Unbiased Predictor; h2
a   , herdabilidade aditiva; h2

d    , herdabilidade devido à dominância.

Organização da diversidade genética por meio de inteligência 
computacional 

Métodos de inteligência artificial, como por exemplo, os mapas auto-organizáveis de 
Kohonen (Kohonen, 1990), também podem ser utilizados em estudos para organização 
da diversidade genética. Para exemplificar e apresentar um estudo com esse objetivo, 
o qual fez uso de dados fenotípicos, serão apresentados parte dos resultados de um 
trabalho desenvolvido por Costa et al. (2022b). Nesse estudo, o objetivo principal 
foi organizar a diversidade genética de cultivares de soja [Glycine max (L.) Merr.] 
lançadas no Brasil de 1998 a 2017 e, além disso, comparar a similaridade entre os 
mantenedores dessas cultivares com base nas informações fenotípicas.
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Figura 4. Distância entre neurônios 
vizinhos da rede de mapas auto-
organizados de Kohonen. Os 
números centrais referem-se ao 
número do neurônio. O gradiente 
de cores refere-se à distância 
entre os neurônios, sendo os 
vermelhos os mais próximos e, os 
mais distantes, os amarelos.
Fonte:  Costa et al. (2022b).

A partir do mapa de Kohonen, em que são apresentadas as distâncias entre os 
neurônios vizinhos (Figura 4), observou-se que, em geral, os neurônios apresentam 
dissimilaridade entre eles. Já os neurônios 10, 14 e 15, apesar de apresentarem 
menores distâncias entre eles, apresentaram grande diversidade entre as 
características avaliadas. Dessa forma, cada neurônio foi considerado como um 
grupo.

A organização entre mantenedores de cultivares de soja lançadas no Brasil, 
entre 1998 e 2017 mostrou que a diversidade genética de cultivares de soja é alta. 
Em termos práticos, de acordo com a Figura 5, observa-se que mantenedores de 
cultivares de soja em neurônios mais distantes apresentam mais dissimilaridade 
genética entre os cultivares lançadas pelos respectivos mantenedores. Assim, é 
possível inferir o perfil de cada mantenedor e sua base populacional genética para 
o desenvolvimento de cultivares. Especificamente, foi possível verificar que entre os 
mantenedores, o Soymax apresentou a base genética mais restrita. Já a Embrapa, 
que é uma instituição pública, apresentou grande diversidade genética em sua base 
populacional e foi a que mais se aproximou das empresas privadas em similaridade 
genética. Já as Universidades Federais de Viçosa e Uberlândia desenvolveram 
cultivares com alta similaridade.
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Cenário atual da Inteligência Artificial
No contexto do rápido avanço tecnológico dos últimos anos, as ferramentas de 

Inteligência Artificial (IA) têm ganhado destaque como impulsionadoras de uma 
revolução digital. Com o progresso dos algoritmos de Aprendizado de Máquina, como 
as redes neurais profundas, alcançando patamares surpreendentes, a IA está se 
estabelecendo em diversos campos. Especificamente no processamento de linguagem 
natural, está se presenciando uma verdadeira transformação. Com a ascensão dos 
modelos de linguagem pré-treinados, como, por exemplo, o renomado GPT-3 (Dale, 
2021), a IA é capaz de gerar um texto coerente e responder a perguntas com base 
em conhecimento prévio. Isso representa um avanço notável na compreensão e 
comunicação entre seres humanos e máquinas. 

A sigla GPT significa Generative Pre-trained Transformer (transformador pré-
treinado generativo, em tradução livre). O termo transformer refere-se a uma arquitetura 
de rede neural reconhecida por sua eficiência no processamento de sequências de 
dados, como palavras em um texto. O GPT é pré-treinado, o que significa que é 
treinado em grandes conjuntos de dados para aprender a entender a estrutura e as 
características da linguagem.

O ChatGPT, desenvolvido pela OpenAI (https://chat.openai.com/), atualmente 
utilizando a tecnologia GPT-3, tornou-se uma referência em inteligência artificial 

Figura 5. Organização de 
mantenedores de cultivares 
de soja lançadas no Brasil 
de 1998 a 2017. O padrão de 
similaridade e organização 
de variação estabelecido 
pelo mapa auto-organizado 
de Kohonen em configuração 
hexagonal com 16 neurônios 
para 36 mantenedores. 
Fonte:  Costa et al. (2022b).

https://chat.openai.com/
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(IA) ao reproduzir respostas semelhantes à escrita humana. Esse avanço despertou 
preocupações entre especialistas sobre os riscos futuros da tecnologia. Como 
resposta, outras empresas de tecnologia começaram a desenvolver softwares 
baseados no ChatGPT, com características distintas em relação ao chatbot da 
OpenAI. Um exemplo é o SenseChat, da China, que promete oferecer soluções de IA 
generativa no ambiente corporativo, intensificando a competição entre organizações 
na busca por eficiência e oportunidades proporcionadas por essa nova tecnologia. 
Essa competição contribui para a disputa entre empresas americanas e chinesas pelo 
domínio das tecnologias digitais de ponta em escala, impulsionando o mercado de IA 
e promovendo o aprimoramento contínuo dos modelos e tecnologias, especialmente 
em regiões de forte desenvolvimento tecnológico, como a Ásia.

Na visão computacional, outro escopo da IA hipermoderna, ferramentas 
extraordinárias vêm sendo lançadas. O reconhecimento de objetos, detecção facial, 
segmentação de imagens e a condução autônoma de veículos são exemplos de 
desafios enfrentados e superados com maestria (Fujiyoshi et al., 2019;  Kumar 
et al., 2019; Qi et al., 2021). As máquinas agora enxergam o mundo com uma 
precisão impressionante. A aplicação da IA se estende a uma infinidade de setores. 
Na saúde, ela assume papel fundamental na análise de dados em grande escala, 
permitindo diagnósticos mais precisos e descobertas médicas inovadoras (Dias; 
TorkamanI, 2019). No setor financeiro, a IA é certeira na detecção de fraudes e no 
gerenciamento inteligente de investimentos (Bahrammirzaee, 2010). A indústria de 
manufatura também se beneficia dos avanços da IA, com processos automatizados 
e otimizados. No melhoramento, a IA já é usada na predição de caracteres de difícil 
mensuração, seja usando Near Infra-Red Spectroscopy (NIRS) (Kim, 2023), seja 
usando caracteres mais acessíveis para mensurar caracteres complexos ou caros 
(Castro et al., 2017).

A criação de figuras, imagens e até fotografias hiperrealistas por meio da inteligência 
artificial (IA) é um campo de pesquisa e desenvolvimento que utiliza algoritmos de 
aprendizado profundo, como redes neurais convolucionais (CNNs) e generative 
adversarial networks (GANs). Essas técnicas permitem que os sistemas de IA 
aprendam a partir de grandes conjuntos de dados visuais e reproduzam características 
complexas, como texturas, cores e detalhes de forma altamente realista. A Figura 6 
foi criada a partir de IA, usando a plataforma playgroundai (https://playgroundai.com/
create), alimentada com o texto “plant breeding in the future”. À primeira vista, parece 
uma imagem perfeita, como uma fotografia obtida em um local real. No entanto, 
olhando com mais atenção, nota-se algumas distorções, especialmente nos textos 
e na tela do equipamento. Ao utilizar camadas convolucionais para capturar padrões 

https://playgroundai.com/create
https://playgroundai.com/create
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Figura 6. Uma imagem 100% criada por IA a partir do site https://playgroundai.com/
create. Foi utilizado o texto “Plant breeding in the future” para geração dessa imagem. 

visuais e GANs para gerar amostras que se aproximem da distribuição dos dados de 
treinamento, a IA é capaz de produzir figuras e imagens que “enganam” o observador, 
imitando a aparência de fotografias reais. Esses avanços têm aplicações significativas 
em áreas como design gráfico, indústria cinematográfica, simulações virtuais e, até 
mesmo, em aplicações de arte digital, impulsionando uma nova fronteira criativa e 
desafiando os limites da percepção visual humana.

Os avanços da IA, embora impressionantes, também apresentam desafios 
importantes a serem considerados. A transparência e a ética no uso da IA são 
questões fundamentais. À medida que os sistemas se tornam mais complexos, é 

https://playgroundai.com/create
https://playgroundai.com/create
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essencial garantir que as decisões tomadas pelas máquinas sejam compreensíveis 
e justificáveis. Além disso, preocupações relacionadas à privacidade e à segurança 
precisam ser abordadas com medidas sólidas de proteção. A compreensão dos 
modelos de IA e sua capacidade de raciocínio também estão em constante evolução. 
Os pesquisadores estão buscando um conhecimento mais profundo sobre como essas 
máquinas chegam a suas respostas e como podem explicar suas decisões de maneira 
acessível aos seres humanos. 

Neste contexto fascinante, as ferramentas de IA estão em um estágio considerado 
avançado, mas é importante ressaltar que caso o leitor esteja lendo este capítulo em 
um ano posterior a 2023, é provável que as tecnologias atuais já tenham avançado 
significativamente. A expectativa é de que a IA continue evoluindo de forma exponencial, 
trazendo ainda mais transformações em nossa interação com o mundo. No entanto, é 
essencial permanecer vigilante para garantir que esses avanços sejam conduzidos de 
maneira responsável e em benefício da humanidade.

Considerações Finais
Programas de melhoramento genético demandam experimentação intensiva para 

que valores genéticos acurados possam ser obtidos e utilizados como critérios de 
seleção. Esse tem sido o maior desafio para o melhorista, o de reconhecer entre os 
genótipos avaliados aqueles que terão melhor desempenho per se ou proporcionarão 
melhores descendentes em gerações segregantes. Mais recentemente, o melhoramento 
genético tem agregado informações de grande valor para o estabelecimento de critérios 
de seleção. Informações massivas de marcadores moleculares, de espectroscopias, 
como do infravermelho próximo (NIRS), e de imagens têm permitido ajustar modelos 
bem mais parametrizados, com ganhos substanciais em medidas de qualidade de 
ajuste e de predição. Ademais, começa-se a entender que informações mais amplas 
do ambiente e de suas interações, do indivíduo e de seus aparentados são necessárias 
e requerem processamento apropriado. 

Entretanto, o uso de modelagens com conjuntos de dados de grande dimensão 
demanda conhecimento de abordagens eficazes e, para tal propósito, alguns 
princípios básicos de predição por meio de paradigmas estatísticos, representados 
pelos modelos de regressão, e de inteligência computacional, representados pelo 
Perceptron Multicamadas e Redes de Base Radial, além de técnicas de Aprendizado 
de Máquinas, representadas pelas Árvores de Decisão, Bagging, Boosting bem 
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como teorias lógica Fuzzy, precisam ser difundidos e utilizados rotineiramente pelos 
pesquisadores da área.

Assim, tem-se a perspectiva de que futuros profissionais agreguem aos seus 
conhecimentos básicos sobre o genótipo e o ambiente a incorporação de abordagens 
biométricas que promovam interpretações mais holísticas, como as preconizadas 
pelas técnicas de aprendizado de máquina e de inteligência computacional.

Em termos de avanços tecnológicos, o uso de tais abordagens estará, 
em breve, disponível para os melhoristas em equipamentos e aplicativos que 
permitam, por exemplo, avaliar severidade de doenças, produtividade e mensurar 
diversas características auxiliares que anteriormente podiam ser onerosas 
e, consequentemente, auxiliá-los na tomada de decisão em programas de 
melhoramento. Tais metodologias já estão sendo utilizadas para melhor entendimento 
do desempenho dos genótipos no ambiente e de suas interações, como na predição 
do desempenho de híbridos de milho em diferentes locais e condições.

Neste capítulo, foram apresentadas algumas das principais metodologias 
embasadas em Inteligência Artificial (RNA e lógica fuzzy) e Aprendizado de 
Máquinas (Árvores de Decisão, Bagging e Random Forest).  Além disso, foram 
apresentados três exemplos de aplicação. De maneira geral, ficou evidenciado 
que tais metodologias vêm sendo utilizadas com sucesso na obtenção de soluções 
para o melhoramento genético. Especificamente, foram apresentadas soluções 
para problemas de predição genômica, nos quais informações de marcadores 
moleculares são adicionadas ao processo seletivo de genótipos e na organização da 
diversidade genética com base em valores fenotípicos. Diante das potencialidades 
das técnicas, os autores acreditam que os futuros profissionais devem, além de 
apresentar conhecimento em métodos rotineiramente utilizados no melhoramento, 
agregar aos seus conhecimentos metodologias que se baseiam em Inteligência 
Artificial e Aprendizado de Máquinas.
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CAPÍTULO

6 Pesquisa Operacional

João Luis da Silva Filho, Marcos Santos, Gustavo Eduardo 
Marcatti, Rafael Tassinari Resende

Introdução
A Pesquisa Operacional (PO) é uma ciência interdisciplinar que fornece ferramentas 

quantitativas ao processo decisório. Por essa assertiva, muitos dos modelos que os 
melhoristas usam em suas pesquisas podem ser considerados como pertencentes 
à PO. A programação matemática é, reconhecidamente, a técnica mais popular 
de pesquisa operacional, e essa temática domina o conteúdo de livros que são 
considerados referência na área, tal como os de Hillier e Lieberman (2001) e Winston 
(2004). Porém, a PO vai muito além dos modelos determinísticos da programação 
e otimização matemática, abrangendo também modelos estocásticos, modelos 
não supervisionados, aprendizado de máquina e aqueles que também levam em 
consideração a subjetividade do tomador de decisão, inerentes a qualquer processo 
decisório.

O termo "pesquisa operacional" foi proposto em 1939, durante a Segunda Guerra 
Mundial, sendo que muitos dos ramos que hoje a compõe (e que já existiam) passaram 
a ser abrigados sob a mesma área do conhecimento. Por exemplo, modelos clássicos 
como as Cadeias de Markov (1856-1922), que atualmente são basilares para 
heurísticas modernas na área de Teoria dos Grafos, também são objeto de pesquisa 
da PO. Técnicas de pesquisa mais modernas, a exemplo da Lógica Fuzzy, também 
podem ser classificadas como PO. Já na subárea Apoio Multicritério à Decisão, em 
especial nos denominados Métodos de Agregação e Síntese (MAS), há técnicas que 
datam do século XVIII, como o índice Borda (em melhoramento conhecido como índice 
de Mulamba e Mock), além de técnicas desenvolvidas posteriormente, como o método 
Analytic Hierarchy Process (AHP) desenvolvido na década de 1970 por Thomas L. 
Saaty. 
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É possível afirmar que muitos dos modelos usados em melhoramento e em PO 
para descrever realidades diversas, aparentemente desconexos, são bem correlatos 
em suas essências. Em PO, a estratégia da modelagem ocorre após a definição 
da tipologia do problema: seleção, ordenação ou classificação (categorização). 
Qualquer associação dessa afirmação com o melhoramento de plantas não 
é mera coincidência: selecionar, ordenar e categorizar faz parte do dia a dia do 
melhorista, sendo abordados por diferentes modelos. Alguns modelos em PO 
apresentam motivação muito próxima aos modelos de Índices de Seleção usados no 
melhoramento vegetal. Uma vez que modelos clássicos de Índices de Seleção, como 
o de Smith (1936), são anteriores ao surgimento do termo "pesquisa operacional", 
pode-se afirmar que a PO se desenvolveu com roupagens diferentes em diversas 
áreas do conhecimento. Isso deixa evidente a interdisciplinaridade da PO com outras 
áreas de conhecimento. 

Apesar do potencial da PO para auxiliar o melhoramento de plantas, sua aplicação 
ainda não é amplamente utilizada nesse campo. A implementação da PO poderá trazer 
uma série de vantagens, como a otimização do uso de recursos, melhoria da gestão 
nos programas de melhoramento, identificação de soluções mais eficientes e tomada 
de decisões mais acertadas, incluindo também a seleção de parentais, planejamento 
de cruzamentos e design de experimentos. Dessa forma, é fundamental que sejam 
realizados mais esforços para promover a utilização da PO no melhoramento de 
plantas.

Modelos Probabilísticos, Determinísticos 
e a Subjetividade

A Pesquisa Operacional visa encontrar a melhor ou melhores soluções para 
diversos tipos de problemas. A análise comparativa de dois cenários revela distintas 
características nas superfícies de resposta que representam as soluções de um 
problema matemático em função de dois parâmetros, θ e λ (Figura 1). No primeiro 
cenário, a superfície de resposta exibe clareza na definição da melhor solução, 
apresentando aparência limpa e plana (Figura 1A). Nesse caso, a solução ótima é 
facilmente identificável, evidenciada por um ponto de máximo global nitidamente 
destacado em relação às demais soluções, e a uniformidade da superfície contribui para 
a simplicidade da análise. Em contraste, um segundo cenário apresenta uma superfície 
de resposta altamente irregular, caracterizada por múltiplos pontos de máximo local e 
um ponto de máximo global inconclusivo (Figura 1B). A complexidade dessa superfície 
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dificulta a identificação da solução ótima, exigindo abordagens estratégicas para evitar 
convergências prematuras para os máximos locais, que obviamente são soluções não 
ótimas ou inverossímeis para o problema.

Figura 1. Comparação de cenários com soluções em superfícies de resposta de problemas 
matemáticos, em função dos parâmetros θ e λ. Na parte A, é observada uma superfície de 
resposta bem definida, onde a solução ótima é facilmente identificada. Um ponto de máximo 
global é claramente visível, representando a solução ideal, dentro de um espaço de soluções 
contido em uma área perfeitamente plana. Na parte B, a superfície de resposta apresenta 
uma configuração irregular, com múltiplos pontos de máximo local. A identificação do ponto de 
máximo global torna-se incerta. 

Na rotina do melhorista, a tomada de decisão baseada em diferentes soluções é 
uma ocorrência frequente, variando em níveis de complexidade, como ilustrado nas 
Figuras 1-A e 1-B. Essas soluções abrangem desde a seleção dos melhores materiais 
genéticos para ciclos futuros de seleção até a combinação seletiva de características 
fenotípicas (Mullin; Belotti, 2016, Simiqueli et al., 2023), incluindo até a utilização 
de modelos preditivos para seleção genômica (Siragusa, 2019). Nesse tema, no 
próprio processo de convergência dos modelos mistos, muito utilizados no âmbito do 
melhoramento de plantas, tanto em suas versões frequentistas quanto bayesianas, a 
obtenção da solução ótima dos componentes de variância estimados pelo método de 
máxima verossimilhança restrita – REML (Restricted Maximum Likelihood) também 
está intrinsecamente ligada ao processo de encontrar a melhor solução global, como, 
por exemplo, pelo método Average Information (Gilmour et al., 1995).

Via de regra, as características de maior importância econômica no melhoramento 
genético de plantas são quantitativas, ou seja, possuem controle poligênico e/ou são 
muito influenciadas por fatores do ambiente. Nesses cenários, os melhoristas utilizam 
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modelos visando mensurar e compreender o quanto os componentes genéticos, não 
genéticos e os erros aleatórios influenciam a seleção e o seu progresso. Assim, na 
população de interesse do melhorista são considerados tanto aspectos genéticos 
como estatísticos para uma sólida tomada de decisão. Dada essa particularidade, os 
modelos usados em melhoramento são majoritariamente probabilísticos, em especial 
para as características em que o erro experimental é elevado, seja em estudos 
de controle genético e herança, programas de seleção recorrente, condução de 
populações segregantes e/ou estudos da interação genótipos × ambientes. Subáreas 
da PO, como Simulação a Eventos Discretos, também fazem uso essencialmente de 
modelos probabilísticos. 

Talvez por isso, com foco em uma formação essencialmente experimental, pouca 
ênfase tenha sido dada até agora, nos cursos de pós-graduação em melhoramento, 
aos modelos determinísticos, a exemplo dos modelos de programação matemática, 
seja essa linear ou inteira. Uma das características desses modelos é a necessidade 
da construção de uma função objetivo, que pode ser de custo (minimização) ou de 
lucro (maximização). Certamente, tais modelos poderiam ser muito úteis na gestão 
dos programas de melhoramento e/ou do portfólio dos produtos gerados, em especial 
no dimensionamento de sua logística, melhor aplicação dos recursos financeiros e 
humanos, posicionamento comercial de novas cultivares, dentre outras situações.

Menos ênfase ainda talvez seja dada a abordagens que considerem a subjetividade 
como parte inerente do processo decisório, a exemplo do modelo AHP. Em PO, a 
subjetividade não é tratada como algo que "contamina" o processo de tomada de decisão, 
mas como algo que não pode ser dissociado dele. Uma vertente da PO denominada PO 
soft se ocupa de uma etapa do processo decisório denominada “abstração de cenários”, 
quando múltiplos pontos de vista sobre um problema podem surgir, sendo que essa etapa 
geralmente antecede a etapa de formalização matemática e lógica do problema (PO hard). 

Grandes Áreas da Pesquisa Operacional
A finalidade principal deste capítulo é difundir as possibilidades de uso da PO no 

melhoramento genético de plantas, sem a intenção ser um material didático de consulta 
de como aplicá-las. Antes de ilustrar a aplicação de alguns modelos de decisão, serão 
brevemente descritas algumas das grandes áreas de atuação da PO.

Programação Matemática: refere-se ao estudo de problemas em que se busca 
otimizar (minimizar ou maximizar) uma função por meio da escolha sistemática dos 
valores de variáveis reais ou inteiras dentro de um conjunto viável. Basicamente, a 
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programação matemática tenta encontrar a melhor solução do problema, dentre 
as soluções alternativas viáveis, e assim alocar de forma adequada os recursos 
disponíveis. A programação matemática abrange tanto a Programação Linear como a 
Programação Inteira, que são utilizadas na otimização de processos. Para isso, uma 
função objetivo é construída, podendo essa ser de maximização (lucro ou rendimento) 
ou de minimização (custo ou recursos), sob um dado conjunto de restrições. Uma 
aplicação em agricultura, por exemplo, seria alocar as melhores cultivares em uma 
propriedade agrícola (Telles et al., 2021). Vale destacar que esse tipo de modelagem 
se aplica somente a problemas determinísticos. Em melhoramento genético de plantas, 
há trabalhos na literatura usando programação matemática em vários cenários, como 
escolha de genitores (Liu; Dauer, 1996), melhoramento de plantas perenes (Mattheiss; 
Land, 1984), genômica (Siragusa, 2019), maximização de diversidade genética na 
seleção (Mullin; Belotti, 2016), dentre outras aplicações (Miller et al, 2010; Voorrips et 
al., 2011; Kuska et al., 2015).

Simulação a Eventos Discretos: em melhoramento genético, em muitas ocasiões, 
simulações são usadas visando maior entendimento dos modelos genéticos-estatísticos 
sob vários cenários de seleção. Essa grande área da PO usa, também, simulação para 
vislumbrar os possíveis pontos fortes e/ou limitantes em processos produtivos de uma 
indústria, empresas de logística, etc. A Simulação a Eventos Discretos permite identificar, 
por exemplo, mão de obra ociosa e gargalos em um processo produtivo. Essa subárea 
da PO interage muito bem com a Teoria das Restrições e a Teoria das Filas, com algumas 
aplicações no melhoramento genético de plantas (Beukelaer, 2017).

Teoria dos Grafos: grande área da PO que permeia todas as outras e permite 
estruturar e visualizar problemas de forma muito elegante via estruturas denominadas 
grafos. Matematicamente, estuda as relações entre objetos de um dado conjunto. Os 
objetos desse conjunto são denominados vértices (ou nós), enquanto uma conexão 
entre qualquer par de objetos é denominada de aresta, e são essenciais em estudos 
de logística. Em um processo produtivo, todas as vezes que se tem um conjunto de 
elementos que se inter-relacionam de alguma maneira, esse fenômeno pode ser 
representado por meio de um grafo. Embora a topologia empregada seja relativamente 
simples, muitos problemas possuem estrutura matemática extremamente complexa, 
por se tratar de problemas não polinomiais completos ou NP-Hard, cuja solução ótima 
só pode ser encontrada por exaustão. 

Lógica Fuzzy: também conhecida como Lógica Nelubosa, a Lógica Fuzzy foi 
proposta na década de 1960 por Lotfali Askar-Zadeh. É baseada no conceito de 
Variável Linguística e de Função de Pertinência. Pode ser entendida como uma 
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generalização da teoria clássica dos conjuntos. O valor dessa função de pertinência 
varia de 0 a 1 para uma dada variável linguística. No Brasil, um dos maiores nomes 
da Lógica Fuzzy é o Professor Carlos Alberto Nunes Cosenza, criador do método 
COPPE-COSENZA, que permite que as decisões sejam tomadas considerando vários 
objetivos ao mesmo tempo, levando em conta a incerteza e a subjetividade presentes 
em muitos problemas. É amplamente utilizada em vários setores, como administração, 
finanças, logística e produção, entre outros. No caso do melhoramento genético, há 
trabalhos na literatura considerando o uso da Lógica Fuzzy, como em estudos da 
interação Genótipos × Ambientes (Carneiro et al., 2019).

Análise Envoltória de Dados (DEA): é a área da PO que permite avaliar a 
eficiência relativa de diferentes alternativas em uma determinada tarefa ou processo. É 
uma abordagem não paramétrica que não requer suposições sobre a forma da função 
de produção ou relações lineares entre as entradas (inputs) e as saídas (outputs) 
do modelo. Ao invés disso, a DEA constrói fronteiras de eficiência que definem o 
máximo possível de outputs que podem ser obtidos dado um conjunto fixo de inputs 
ou o mínimo possível de inputs que são necessários para produzir uma determinada 
quantidade de outputs. A DEA pode ser orientada por diferentes critérios, tais como 
economia de insumos (input-oriented DEA) ou aumento de retornos (output-oriented 
DEA). Isso significa que a análise pode ser direcionada a identificar alternativas que 
usam menos inputs para produzir a mesma quantidade de outputs ou alternativas que 
produzem mais outputs com a mesma quantidade de inputs.

Apoio Multicritério à Decisão (AMD): como todo tomador de decisão, o melhorista 
decide quais genótipos (alternativas de decisão) selecionar com base em várias 
características (critérios de decisão). Alguns dos modelos dessa grande área da PO 
apresentam forte similaridade com os índices de seleção usados em melhoramento. Por 
exemplo, o índice de Mulamba e Mock usado em melhoramento é idêntico ao método 
de Borda, proposto por Jean Charles de Borda (1733-1799). Na literatura, há centenas 
desses métodos, desenvolvidos principalmente na década de 1960 e aplicados nos dias 
atuais. Basicamente, a utilização de um ou de outro modelo dependerá da natureza do 
problema e dos dados que se dispõem para a tomada de decisão.

Meta-Heurística: consiste em uma abordagem de resolução de problemas que 
envolve a utilização de uma combinação de técnicas heurísticas, buscando alcançar 
soluções ótimas, porém não únicas ou exatas. A meta-heurística é uma abordagem 
geral, que pode ser aplicada a uma ampla gama de problemas, incluindo problemas de 
otimização, roteamento, classificação e agrupamento. Algumas técnicas comumente 
usadas em meta-heurística incluem: Algoritmos Genéticos, Simulated Annealing, 
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Algoritmos de Busca Tabu, Algoritmos de Otimização por Colônia de Formigas, 
Algoritmos de Otimização por Enxame Particulado, entre outras.

Exemplos de Aplicação da PO na 
Agricultura e Melhoramento

A seguir são apresentados cinco exemplos ilustrativos de teoria dos grafos, programação 
linear, programação inteira, apoio multicritério à decisão genética e meta-heurística, todos 
aplicados ao melhoramento ou agricultura, visando explorar cenários potencialmente 
vividos pelos melhoristas cujas ferramentas quantitativas para atacar o problema não 
fazem parte de sua formação padrão. Essas abordagens proporcionam soluções analíticas 
e quantitativas para os desafios enfrentados pelos melhoristas e agricultores, ajudando-os 
a tomar decisões informadas e otimizadas em diversas áreas, como alocação de recursos, 
roteamento, seleção de variedades de plantas e planejamento de projetos agrícolas. 
Ao aplicar essas técnicas, os profissionais envolvidos no melhoramento ou agricultura 
poderão ampliar sua capacidade de análise e encontrar soluções eficientes e eficazes, 
maximizando a produtividade, reduzindo os custos e minimizando os riscos.

Teoria dos grafos, o problema do caixeiro viajante e a coleta de 
germoplasma

Grafos são estruturas que permitem estudar as relações entre objetos de um dado 
conjunto (vértices ou nós em uma representação gráfica) e pares não ordenados 
desses objetos (as arestas que conectam os nós e que definem quais são os pares de 
objetos). Do ponto de vista da álgebra linear, todo grafo está associado a uma matriz 
de adjacência, em que as linhas e as colunas são os vértices e os elementos da matriz 
caracterizam a relação entre cada par de vértices. 

Os grafos têm aplicações em várias áreas, como engenharia de sistemas, logística, 
rede de computadores, dentre outras, permeando diferentes áreas da PO, como simulação 
a eventos discretos, programação linear e inteira, teoria das filas e apoio multicritério à 
decisão. Uma rede social, por exemplo, pode ser representada por um grafo, em que 
os vértices (nós) são as pessoas e as conexões entre os nós (arestas) representam a 
existência ou não de "amizade" entre essas pessoas (Figura 2-A). O grau de um vértice 
é definido como o número de arestas que incidem sobre ele e, nesse caso, representaria 
o número de amizades de uma pessoa na rede. No grafo abaixo, o vértice associado a 
"Maria" tem só uma aresta e, conceitualmente, seria considerado um vértice pendente.
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Figura 2. Representação de grafos em diferentes contextos. Parte A: Exemplo de uma rede 
social com seis pessoas (vértices) e a conexão de amizade entre elas (arestas). Parte B: 
Ilustração de um grafo em que os vértices representam os locais de coleta de germoplasma e 
as arestas as rotas existentes entre essas locais. Os valores sobre as arestas são as distâncias 
em km entre os locais (nem sempre lineares como mostrado no diagrama). 

Mas, o que um grafo teria a ver com as atividades de um melhorista? Por exemplo, 
suponha-se que ao invés de uma rede social o grafo representasse locais escolhidos 
para se fazer uma coleta de germoplasma e que se deseja otimizar o deslocamento 
da equipe conforme as distâncias entre os pontos de coleta (Figura 2-B). Um grafo em 
que todos os nós estão conectados é chamado de grafo completo, em que o número 
total de arestas é dado pelo número de combinações entre os nós dois a dois. 

Esse cenário é essencialmente um problema de logística e, nesse caso, poderia 
ser considerado como o problema do caixeiro viajante. Ao se desejar visitar cada local 
de coleta (cada nó do grafo) apenas uma vez, sem repetir nenhum, busca-se realizar 
o que em teoria dos grafos denomina-se ‘caminho hamiltoniano’.  Se nesse percurso 
for possível voltar ao ponto de partida passa-se a ter um ‘ciclo hamiltoniano’.

Dado um grafo completo, há vários caminhos/ciclos hamiltonianos e o que se 
deseja é identificar o caminho/ciclo ótimo. Na verdade, considerando grafos com 
poucos nós, a solução pode ser encontrada por exaustão, ou seja, avaliando-se todas 
as possibilidades do espaço solução e escolher aquela que minimizaria o percurso. 
O número de rotas possíveis corresponde a , em que n é o número de nós, 
desde que haja arestas entre todos os nós. Nesse exemplo, 720 rotas alternativas 
são possíveis (6!), o que do ponto de vista computacional é irrelevante, sendo viável 
buscar a solução ótima por exaustão. 
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Todavia, com o aumento do valor do número de nós há uma explosão exponencial 
no número de soluções possíveis e, nesse caso, heurísticas são usadas na busca 
de soluções. Heurísticas são algoritmos criados para se aproximar da solução de um 
problema, ainda que não haja garantia de que seja a ótima. No caso do problema do 
caixeiro viajante ainda não há algoritmo que garanta que a solução ótima seja atingida. 
Por exemplo, com n > 20 a busca da melhor solução por exaustão já seria inviável.

Para um outro exemplo da aplicação da teoria dos grafos, especialmente no contexto 
do melhoramento molecular, pode-se propor a modelagem do mapeamento genético 
em grafos de ligação. Nessa abordagem, os nós do grafo representam marcadores 
genéticos, como SNPs (polimorfismos de nucleotídeo único), e as arestas refletem 
a proximidade ou distância genética entre esses marcadores. Essa representação 
em grafo permite a identificação de regiões genômicas associadas a características 
desejáveis por meio de estudos de associação genômica ampla (GWAS). Ao analisar 
as conexões e padrões de ligação entre os marcadores genéticos, é possível identificar 
regiões cromossômicas que mostram uma associação significativa com características 
fenotípicas de interesse. Essas regiões são conhecidas como locos de características 
quantitativas (QTLs) e podem fornecer informações sobre os genes ou regiões do 
genoma que controlam os caracteres qualitativos (ou quantitativos?) de interesse.

Programação Linear (PL) – um exemplo ilustrativo sobre a 
produção de sementes

A Programação Linear talvez seja a técnica da PO mais conhecida e, de fato, é muito 
utilizada em processos de otimização, seja na maximização de lucro ou na minimização 
de custos em um dado cenário de condições (restrições). Por se tratar de um modelo 
determinístico, é necessária a construção de uma "função objetivo" que pode ser de 
custo ou de lucro, como já citado.  Muitas vezes, o melhorista assume também a função 
de tomador de decisão em aspectos comerciais e, dessa forma, é importante saber da 
existência de técnicas que o auxilie nas decisões, ainda que não as domine. Enfatizando 
mais uma vez, o objetivo aqui é antes difundir as possibilidades de uso das técnicas de 
PO do que ser um material de consulta didático para aplicação das técnicas.

Seja um exemplo hipotético quanto à produção de sementes de duas cultivares de 
uma cultura hipotética, em que se deseja maximizar o lucro com a venda, onde QCX e 
QCY são as quantidades de sementes em toneladas produzidas das cultivares X e Y. 
Sabe-se que cada tonelada vendida das cultivares X e Y geram lucros de R$ 4.500, 
00 e R$ 5.000,00, respectivamente. Assim, a função objetivo de maximização Z nesse 
cenário pode ser expressa por:
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Z = 4.500 x QCX + 5.000 x QCY

Na ausência de restrições e/ou condições que viessem a afetar a decisão, apenas 
sementes da cultivar Y deveriam ser produzidas uma vez que geram lucro maior 
por tonelada. Entretanto, restrições ou condições limitantes sempre ocorrem no 
processo decisório, fato que pode alterar completamente a decisão a ser tomada. Por 
simplicidade, vamos considerar que a capacidade de produção de sementes esteja 
limitada a 2.000 toneladas e que os custo de produção por tonelada das cultivares 
X e Y sejam, respectivamente, R$ 8.000,00 e R$ 10.000,00, com capacidade de 
endividamento para a produção de sementes limitada a R$ 18 milhões de reais. 
Matematicamente, essas duas restrições podem ser expressas por: 

QCX + QCY ≤ 2.000 toneladas – restrição da quantidade de produção de sementes

8.000 x QCX + 10.000 x QCY ≤ R$ 18.000.000 – restrição da capacidade de 
endividamento

Em cenários mais simples, como esse exemplo ilustrativo, ‘varrer’ o cenário das 
possíveis soluções é uma forma de se aproximar da solução ótima. Isso seria obtido 
considerando todas as combinações das quantidades de sementes das cultivares X 
e Y que somassem 2.000 toneladas até o limite da capacidade de endividamento. 
Uma tentativa para isso está na tabela abaixo, onde se vê que a produção de 1.000 
toneladas de cada cultivar respeita a capacidade de endividamento e proporciona o 
maior lucro (Tabela 1):

Tabela 1. Quantidade hipotética de sementes produzidas das cultivares X e Y e o respectivo 
lucro e endividamento.

 QCX QCY  Endividamento       Lucro

0 2.000 20.000.000 10.000.000

250 1.750 19.500.000 9.875.000

500 1.500 19.000.000 9.750.000

750 1.250 18.500.000 9.625.000

1.000 1.000 18.000.000 9.500.000

1.250 750 17.500.000 9.375.000

1.500 500 17.000.000 9.250.000

1.750 250 16.5000.00 9.125.000

2.000 0 16.000.000 9.000.000
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Uma outra forma de solucionar o problema é via programação linear, aqui realizada 
via abordagem gráfica (Figura 3). A área laranja representa e delimita o espaço das 
possíveis soluções dadas as restrições de limite de produção de sementes (linha azul) 
e da capacidade de endividamento (linha vermelha). Graficamente, a produção de 
sementes da cultivar X está representada no eixo X, enquanto a da cultivar Y está 
representada no eixo Y. Por Z ser uma função a ser maximizada, a solução ótima é o 
ponto mais externo do espaço solução (mais afastado da origem o quanto possível) e 
que faz parte de uma possível função Z (que nesse caso é uma reta). As retas pretas 
em linhas tracejadas representam três possibilidades da função objetivo Z dentro do 
espaço solução (área laranja do gráfico).  O ponto mais externo que faz parte de uma 
possível função objetivo Z e do espaço solução (área laranja) é o ponto (1.000, 1.000).

Figura 3. Representação gráfica da decisão de quantidade de sementes a serem produzidas, 
utilizando programação linear. A área laranja delimita o espaço das soluções viáveis, a linha azul 
é uma restrição de produção de sementes e a linha vermelha uma restrição de capacidade de 
endividamento. Os eixos X e Y representam a produção de sementes para as cultivares X e Y, 
respectivamente. A solução ótima é o ponto (1.000, 1.000), que é o ponto mais externo da área 
laranja e que faz parte de uma possível função objetivo Z.
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Outros três exemplos de aplicações da Programação Linear no contexto do 
melhoramento genético de plantas são: i) a alocação de recursos na seleção de 
genótipos promissores, visando maximizar a eficiência na seleção considerando 
restrições de recursos limitados, como espaço de cultivo, mão de obra e orçamento 
disponíveis (Mattheiss; Land, 1984); ii) a formulação de cruzamentos ótimos, 
permitindo a identificação da melhor combinação de genótipos com diferentes 
características desejadas (como a produtividade, teores de aminoácidos, resistência a 
doenças, qualidade de grãos, tolerância à seca, dentre outros), maximizando, assim, 
a expressão dessas características desejáveis nas gerações subsequentes; e iii) o 
planejamento de espaço e rotação de culturas, em que a Programação Linear pode 
ser usada para determinar a sequência ideal de culturas em um sistema de rotação, 
considerando as necessidades nutricionais das plantas, as restrições de cultivo e as 
metas de produtividade, a fim de otimizar a alocação de espaço para cada cultura ao 
longo do tempo e maximizar o rendimento geral do sistema de cultivo.

Programação Inteira (PI) – Distribuindo a produção dos campos 
até unidades de beneficiamento

Em PO, muitas das decisões são referentes à questão de logística, sendo o 
problema dos transportes uma classe especial. Muitos agrônomos e/ou melhoristas, 
principalmente aqueles envolvidos em desenvolvimento de mercado, se deparam com 
situações em que o uso da programação inteira (PI) pode ser bastante útil na solução 
dos problemas. Na verdade, a PI é caso especial da PL em que as soluções são 
valores inteiros para as variáveis.

Considerando um determinado grupo empresarial produtor de algodão que tem 
fazendas arrendadas para cultivo, e que não possuam estrutura para beneficiamento 
nelas, a produção de algodão em caroço deve ser enviada para outras unidades 
(fazendas) do grupo onde há algodoeira (unidades que fazem a separação da pluma 
e do caroço), em que cada uma tenha uma dada capacidade de beneficiamento, 
considerando o prazo de entrega disponível. O grafo abaixo esquematiza uma situação 
fictícia do escoamento da produção das fazendas até as algodoeiras (Figura 4). 

 Cada retângulo no grafo é um vértice (nó) e as identificações das fazendas ou 
algodoeiras os rótulos desses vértices. Por sua vez, cada linha conectando uma fazenda 
a uma algodoeira é uma aresta do grafo. No cenário acima, apenas para simplificação, o 
somatório da capacidade de processamento das algodoeiras (25000 + 13000 + 12000) 
é igual à produção total das fazendas (10000 + 18000 + 22000). O desafio é encontrar a 
combinação ótima de escoamento da produção, dada a produção de cada fazenda (lado 
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esquerdo do grafo), a capacidade de beneficiamento de cada algodoeira (lado direito do 
grafo) e o custo do transporte de cada fazenda para cada algodoeira.

Figura 4. Grafo representando o problema do transporte de três fazendas 
produtoras de algodão até três possíveis unidades de beneficiamento 
(algodoeiras). São mostradas as respectivas capacidades de produção 
e beneficiamento em toneladas (t) em cada caixa.  Os coeficientes 
(150,130,...,70) associados às variáveis xi, com i = {1, 2,...,9}, são as distâncias 
(em km) de uma fazenda produtora de algodão até uma algodoeira. 

Assumindo que os valores descritos acima de cada aresta no grafo sejam as 
distâncias em km de uma dada fazenda até uma dada algodoeira (esses valores 
não estão descritos), admitindo por simplicidade que essa distância seja diretamente 
proporcional ao custo de transporte por tonelada de algodão, uma pergunta que pode 
ser feita é: quanto da produção de cada fazenda deve ser destinada a cada algodoeira 
para que os custos de transporte sejam minimizados?

Da mesma forma que no exemplo anterior, necessita-se identificar uma função 
objetivo, as variáveis do modelo e as restrições que devem ser obedecidas. Nesse 
problema do transporte, o número de variáveis é igual ao número de arestas, e o 
número de restrições é dado pelo número de vértices. Assim, tem-se nove variáveis 
por se ter nove caminhos possíveis (arestas) e seis restrições por se ter três fazendas 
e três algodoeiras. Assumindo como notação xi para cada variável, portanto variando 
de x1 a x9, em que cada uma delas é a respectiva produção a ser transportada de 
uma fazenda para uma algodoeira e cujo coeficiente é a respectiva distância (custo), 
tem-se que a função de minimização [min] de custos Z e as funções de restrições no 
espaço solução são dadas por:
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Z = 150 x1 + 130 x2 +120 x3 + 40 x4 + 60 x5 + 110 x6 + 90 x7 + 80 x8 +70 x9 [min], 
sujeito a:

x1 + x2 + x3 ≤ 10 mil t
x4 + x5 + x6 ≤ 18 mil t
x7 + x8 + x9 ≤ 22 mil t
x1 + x4 + x7 = 25 mil t
x2 + x5 + x8 = 13 mil t
x3 + x6 + x9 = 12 mil t

x1, x2, x3, x4, x5, x6, x7, x8, x9 ≥ 0 (restrição de não negatividade)

No presente exemplo, as restrições "forçam" a procura da combinação que minimize 
a função Z (função de custo), desde que não sejam transferidas produções além 
daquelas produzidas em cada fazenda e que cada algodoeira trabalhe no limite do 
desempenho. As restrições de não negatividade indicam que os valores das variáveis 
xi devem ser maiores ou iguais a zero.

Como já salientado, o escopo deste capítulo não é pormenorizar o algoritmo para 
solução desse tipo de problema, apenas ilustrar o potencial da pesquisa operacional na 
tomada de decisão. E ferramentas de planilhas eletrônicas, como o “Solver” do Excel, 
são suficientes para isso. Usando o "Solver" do "Excel", o cenário que minimizaria 
custos de transportes seria x2 = 10, ou seja, enviar toda a produção da Fazenda 1 para 
a Algodoeira 2; x4 = 18, ou seja, toda a produção da Fazenda 2 para a Algodoeira 1; 
e x7 = 7, x8 = 3, x9 = 12, ou seja, 7 mil t da Fazenda 3 iriam para a Algodoeira 1, 3 mil 
t para a algodoeira 2 e 12 mil t para a Algodoeira 3. As variáveis x1, x3, x5e x6 seriam 
iguais a zero.

Métodos de Apoio Multicritério à Decisão

Muitas das decisões que gravitam em torno da estratégia de pesquisa são tomadas 
apenas com base na experiência do pesquisador, sem o uso de nenhum tipo de 
ferramenta para apoio à decisão. Como exemplos, podem-se citar a escolha de uma casa 
vegetação, um telado, uma incubadora BOD (de “Demanda Bioquímica de Oxigênio”), 
uma área experimental, dentre outras. Normalmente, em cenários como esses, a 
escolha é predominantemente influenciada pelo menor preço e não necessariamente 
menor custo ou a que melhor atende as necessidades. Mesmo em cenários em que 
predomina a subjetividade, a PO pode ser muito útil no apoio à tomada de decisão.

Em PO, estabelecer quais são as "alternativas de decisão" e os ‘critérios de 
decisão’ é um passo fundamental. Em melhoramento, em geral, os dados usados em 
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pesquisa são oriundos de ensaios delineados. Considerando dados experimentais, 
o que os melhoristas designam como tratamentos dos ensaios (quase sempre 
genótipos) em PO seriam designados como "alternativas de decisão", enquanto que 
as variáveis respostas dos experimentos seriam denominadas "critérios de decisão". 
Em melhoramento, as variáveis respostas em geral são quantitativas ou têm escore 
ordinal. Uma tabela de dupla entrada que fosse formada por genótipos nas linhas e 
variáveis nas colunas é denominada "matriz de decisão" em PO (Tabela 2). 

Tabela 2. Representação da disposição das variáveis de decisão, alternativas e critérios, em 
uma tabela de dupla entrada ou matriz de decisão.

Critério 1 Critério 2 ... Critério ‘n’
Alternativa 1 M11 M12 ... M1n

Alternativa 2 M21 M22 ... M2n

... ... ... ... ...
Alternativa m Mm1 Mm2 ... Mmn

A seguir serão descritos alguns métodos que poderiam ser aplicados em diversas 
situações, inclusive naquelas em que as comparações entre alternativas de decisão 
são realizadas exclusivamente de forma subjetiva. Alguns desses métodos já fazem 
parte da rotina dos melhoristas, mas conhecidos por outros nomes, enquanto outros 
certamente são muito pouco difundidos dentre os profissionais da área.

Método Borda

Como já comentado, esse método é idêntico ao modelo de índice de postos de 
Mulamba e Mock (1978), muito usado em melhoramento de plantas. Na verdade, 
poderia ser usado para ordenar alternativas de decisão de qualquer natureza numa 
abordagem multicritério. Assim, dando-se o crédito a quem primeiro propôs o método, 
o uso do termo "Método Borda" deveria ser preferido à designação Mulamba e Mock 
(1978). Consiste em ordenar as alternativas em cada critério de decisão, atribuindo-
lhes como pontuações os valores das respectivas posições ordinais que ocupam 
em cada critério. Em seguida, os valores das pontuações de cada alternativa são 
somados, sendo assumida como melhor alternativa a que obtiver menor soma. Em 
PO é considerado como um método ordinal compensatório, uma vez que a posição 
de uma alternativa em um critério pode ser compensada pela posição em uma outra. 
Uma vez que a literatura sobre esse método é vasta, ele não será pormenorizado 
aqui.
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Método Condorcet

Esse método deriva da alcunha dada ao matemático e filósofo francês Jean-
Marie Antoine Nicolas de Caritat (1743-1794), Marquês de Condorcet, considerado 
o precursor da escola francesa de métodos multicritérios. É considerado como um 
método de sobreclassificação e não de agregação de síntese. É também um método 
ordinal, em que a comparação entre alternativas em cada critério, duas a duas, depende 
do ordenamento relativo (posicional) e não da cardinalidade dos valores, atendo-se 
o julgador apenas às relações de superação entre as alternativas (tratamentos) nos 
diferentes critérios de avaliação (variáveis). Esse método, pelo menos em parte, é 
usado de forma intuitiva (mas incompleta!) pelos melhoristas em muitas ocasiões, 
quando, por exemplo, o melhorista observa a prevalência de vitórias de um genótipo em 
relação a outro ao longo dos ensaios multilocais. Esse método tem a vantagem de que 
a comparação relativa entre duas alternativas independe da posição relativa de uma 
terceira. Além disso, as relações de superioridade entre as alternativas nesse método 
podem ser representadas por um grafo. O grande problema do método de Condorcet 
é que, não raro, ele pode conduzir um problema a um ciclo de intransitividade. Um 
comentário sobre o que é transitividade e sua importância é feito no tópico seguinte.

Analytic Hierarchy Process (Método AHP) – uma forma elegante de tratar a 
subjetividade

O método Analytic Hierarchy Process (AHP) foi desenvolvido na década de 1970 
pelo então docente da Universidade da Pensilvânia, Thomas L. Saaty. Esse é um 
método muito versátil e pode ser aplicado tanto quando se dispõe apenas de elementos 
subjetivos para comparações, quanto quando são baseados na cardinalidade de 
variáveis quantitativas. Detalhes sobre o método podem ser vistos em Saaty (1980). De 
maneira mais simples, uma vez estabelecido um objetivo estratégico da pesquisa, esse 
procedimento permite ao pesquisador definir as prioridades dos critérios de decisão 
(conforme o objetivo estratégico) a partir de comparações par a par entre eles e, em 
uma segunda hierarquia, comparar par a par as alternativas de decisão em cada critério, 
caracterizando assim uma abordagem hierárquica das variáveis de decisão (Figura 5). 

Nesse método, os critérios de decisão não precisam ser necessariamente variáveis 
aleatórias no sentido estatístico. Atributos qualitativos de natureza subjetiva também 
poderiam sê-los. Em adição, na comparação entre as alternativas dentro de um critério 
quantitativo, o pesquisador pode optar por fazê-la com base na cardinalidade dos 
valores ou de uma forma subjetiva com base na escala desenvolvida pelo proponente 
do método (Saaty, 1980).
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A Escala Fundamental de Saaty e a estrutura axiomática do método AHP

A escala de Saaty varia de 1 a 9, cujos valores representam as prioridades entre 
os critérios de decisão (ou entre as alternativas dentro de cada critério) atribuídas pelo 
decisor. Vê-se que os valores pares são situações intermediárias entre as relações 
de importância propriamente ditas. Um valor 3 indica que um critério tem importância 
moderada em relação ao outro, enquanto um valor 9 indica um cenário em que um 
critério é extremamente mais importante do que outro (Tabela 3).

Tabela 3. Escala fundamental de Saaty para comparação entre critérios de decisão ou entre 
alternativas dentro de cada critério. 

Relação de importância Grau de importância Recíproco

Igualdade 1 1
Intermediário 2 1/2
Importância moderada 3 1/3
Intermediário 4 1/4
Mais importante 5 1/5
Intermediário 6 1/6
Muito mais importante 7 1/7
Intermediário 8 1/8
Extremamente mais importante 9 1/9

Fonte: Adaptado de Saaty (1980).

A estrutura axiomática do método pode ser expressa pelo seguinte passo a passo, 
desde a estruturação do problema até a agregação final dos resultados para tomada 
de decisão: 

Figura 5. Variáveis de decisão 
associadas a um objetivo 
estratégico, incluindo quatro 
critérios e quatro possíveis 
alternativas. 
Fonte:  Adaptado de Saaty (1980).
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1) definição do conjunto de critérios de decisão e alternativas de decisão: 
construção de uma matriz que tem nas linhas o conjunto de alternativas e nas 
colunas os critérios de decisão (similar à Tabela 2); 

2) avaliação dos critérios de decisão par a par e definição dos pesos de cada 
critério: faz-se atribuição de julgamentos entre os critérios a partir dos quais será 
obtido o respectivo vetor de prioridade; 

3) avalição das alternativas em cada critério e definição dos respectivos pesos: nesse 
passo é feito o julgamento de importância entre as alternativas em cada critério de 
decisão, obtendo-se o vetor de prioridade das alternativas em cada critério; 

4) processo de agregação das preferências: nesse passo obtém-se o escore final 
das alternativas, considerando-se os resultados obtidos nos passos anteriores.

A seguir, um exemplo ilustrativo de aplicação do método AHP, mas sem entrar em 
detalhes. Suponha-se que um melhorista esteja interessado em escolher uma área 
experimental dentre quatro opções disponíveis (alternativas de decisão) e dispõe de 
algumas informações (critérios de decisão) a respeito de cada estação para balizar sua 
escolha. Nesse exemplo, há variáveis de decisão quantitativas contínuas (distância e tempo 
de viagem), quantitativa discreta (número de viagens semanais) e qualitativas (experiência 
da equipe). A Tabela 4 a seguir representa a construção do Passo 1 apresentado acima.

Tabela 4. Dados hipotéticos para quatro estações experimentais considerando a distância, 
tempo de viagem, número de viagens semanais e equipe.

Estação 
Experimental

Distância 
(km)

Tempo Viagem 
(h)

Viagens Semanais 
Disponíveis Equipe

Estação 1 (E1) 50 1 10 Inexperiente
Estação 2 (E2) 100 1,5 7 Treinada
Estação 3 (E3) 120 3 7 Experiente
Estação 4 (E4) 220 4 3 Muito Experiente

Usando-se os pesos da escala de Saaty (Tabela 3) obtém-se a matriz de comparação 
par a par entre os critérios de decisão (matriz de julgamentos) (Tabela 5). Ressalte-se 
que uma matriz de julgamento obtida pode variar de julgador para julgador, uma vez 
que as atribuições de pesos podem ser diferentes. No cenário hipotético considerou-
se que o critério “Equipe” é “extremamente mais importante” que o critério “Distância” 
e, por essa razão, o valor 9 foi atribuído para o elemento que ocupa a linha “Equipe” 
e coluna “Distância”. No Método AHP, elementos simétricos em relação à diagonal 



163

Capítulo 6  ▪  Pesquisa Operacional

principal sempre apresentam valores recíprocos. Assim, o elemento que ocupa a linha 
“Distância” e a coluna “Equipe” apresenta valor 1/9, indicando que o critério “Distância” 
tem, reciprocamente, importância muito menor do que o critério “Equipe”. O mesmo 
raciocínio se estende a todas as comparações par a par entre os critérios.

Tabela 5. Matriz de julgamento e totais das colunas para escolha de uma área experimental 
conforme os critérios de decisão do exemplo anterior.

Equipe Distância Tempo de 
Viagem

Viagens/
Semana

Equipe 1 9 5 3
Distância 1/9 1 1/2 1/5
Tempo de Viagem 1/5 2 1 1/3
Viagens/Semana 1/3 5 3 1
Soma 1,644 17 9,5 4,533

O procedimento seguinte é a padronização dos escores dessa matriz. Para isso, 
divide-se cada elemento da matriz pela soma dos elementos da respectiva coluna. Em 
seguida, visando a obtenção do "Vetor de Prioridade" dos critérios, obtém-se a média 
de cada linha (Tabela 6). Vê-se que o critério “Equipe” seria o mais importante (peso de 
58,1%), seguido pelo critério “Viagens/Semana” (peso de 25,8%), “Tempo de Viagem” 
(peso de 10,5%) e “Distância” (peso de 5,6%). Ressalte-se que a soma dos pesos do 
vetor de prioridades será sempre a unidade. 

Tabela 6. Valores padronizados da matriz de julgamento entre os critérios e o respectivo peso 
do critério no vetor de prioridade.

Equipe Distância Tempo de 
Viagem

Viagens/
Semana

Vetor de 
Prioridades

Equipe 0,608 0,529 0,526 0,662 0,581
Distância 0,068 0,059 0,053 0,044 0,056
Tempo de Viagem 0,122 0,118 0,105 0,074 0,105
Viagens/Semana 0,203 0,294 0,316 0,221 0,258

 Definida a contribuição de cada critério, o próximo passo é comparar as alternativas 
de decisão dentro de cada um deles. Para isso, é preciso observar duas propriedades 
de cada variável de decisão: (i) se é quantitativa ou não; (ii) se é uma métrica que se 
deseja maximizar ou minimizar. No exemplo exposto, tem-se que “Distância”, “Tempo 
de Viagem” e “Viagens/Semana” são grandezas quantitativas, sendo que as duas 
primeiras são de minimização, uma vez que quanto menor o tempo de viagem e menor 
for a distância, melhor; já o critério “Viagens/Semana” é de maximização, uma vez 
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que quanto maior o número de viagens disponíveis melhor. Para o critério “Equipe”, 
como não há uma métrica quantitativa que a caracterize, serão atribuídos escores em 
que quanto maior a pontuação, melhor treinada é a equipe. É possível comparar as 
alternativas de decisão par a par em cada critério via escala de Saaty, conforme feito 
para os critérios de decisão, mas não será apresentado aqui.

Assim, é necessário um ajuste nos dados originais (Tabela 4), considerando as 
particularidades descritas acima. Assim, para os critérios “Distância” e “Tempo de 
Viagem” devem ser considerados os inversos dos valores originais, pois são critérios de 
minimização. Já para o critério Viagens/Semana, os valores originais são preservados, 
pois é um critério de maximização. Para o critério “Equipe” há um escore de notas 
(subjetivo) conforme o nível de treinamento das equipes de cada estação (Tabela 7).

Tabela 7. Valores da matriz de decisão ajustados conforme critérios de decisão de maximiza-
ção ou minimização.

Estação 
Experimental Equipe Distância  

(km)
Tempo Viagem 

(h)

Viagens/ 
Semanas 

Disponíveis
Estação 1 (E1) 1 1/50 1,0 10
Estação 2 (E2) 3 1/100 1/1,5 7
Estação 3 (E3) 5 1/120 1/3,0 7
Estação 4 (E4) 7 1/220 1/4,0 3
Soma 16 0,0428 2,25 27

 

Para proceder a normalização dos valores em cada critério, divide-se cada elemento 
pelo somatório da respectiva coluna (Tabela 8). Como nesse exemplo apenas as 
cardinalidades estão sendo usadas, esses valores obtidos já são os pesos dos vetores 
de prioridades das alternativas em cada critério.

Tabela 8. Matriz de decisão normalizada.

Estação 
Experimental Equipe Distância  

(km)
Tempo Viagem 

(h)

Viagens/
Semanas 

Disponíveis
Estação 1 (E1) 0,0625 0,467 0,444 0,370

Estação 2 (E2) 0,1875 0,234 0,296 0,259

Estação 3 (E3) 0,3125 0,194 0,148 0,259
Estação 4 (E4) 0,4375 0,105 0,111 0,111
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Por fim, tem-se o procedimento de agregação em que a matriz obtida anteriormente 
é multiplicada pelo vetor de prioridade dos critérios.

Equipe Distância Tempo de
Viagem

Viagens/
Semana

Prioridades
Critérios

Prioridades
Agregadas

0,0625 0,467 0,444 0,370 0,581 0,2045 Estação 1

0,1875 0,234 0,296 0,259 × 0,056 = 0,2198 Estação 2

0,3125 0,194 0,148 0,259 0,105 0,2748 Estação 3

0,4375 0,105 0,111 0,111 0,258 0,3003 Estação 4

Vê-se que, pelo método AHP, as estações 4 e 3 seriam as mais adequadas para 
a instalação dos ensaios. Na prática, o pesquisador poderia ficar em dúvida sobre 
instalar o ensaio na estação 3 ou estação 4, mas descartaria as estações 1 e 2. 

A consistência das atribuições no método AHP e o princípio da 
transitividade 

No Método AHP é possível a avaliação da consistência dos julgamentos par a 
par entre as variáveis, sejam elas os critérios ou alternativas de decisão. Há alguma 
tolerância para inconsistências nas comparações, mas não para incoerências. Isso 
porque o princípio da transitividade deve ser sempre mantido o quanto possível 
nas comparações entre as variáveis. A propriedade da transitividade pode ser 
compreendida com um exemplo simples: se A > B e B > C, então A > C, para todo 
A, B e C pertencente a ℝ. Assim, a comparabilidade “maior que” é sempre transitiva. 
Similarmente, uma relação de preferência P deve ser sempre transitiva: se A P B e 
B P C, então A P C. Por outro lado, em uma relação de não diferença I (um teste 
de comparações múltiplas como o de Tukey, por exemplo) não necessariamente 
há transitividade, pois se A I B e B I C, não implica em A I C. O cálculo da razão 
de consistência é feito mediante a comparação dos índices de consistência das 
atribuições feito pelo tomador de decisão em relação a um índice de consistência 
de uma matriz aleatória. Aqui, não será apresentado tal procedimento, mas detalhes 
podem ser encontrados em Saaty (1980). 

As técnicas de Apoio Multicritério à Decisão também podem desempenhar um 
papel na definição e implantação de experimentos genéticos no melhoramento de 
plantas. Ao considerar múltiplos critérios e vários objetivos, como produtividade, 
número de materiais genéticos e recursos disponíveis, os melhoristas podem 
priorizar características de interesse, selecionar genótipos promissores e otimizar 
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a alocação de recursos. Além disso, o Apoio Multicritério à Decisão oferece uma 
abordagem abrangente para a tomada de decisões, aumentando a eficiência do 
processo de seleção e contribuindo para o avanço de características desejáveis nas 
culturas agrícolas. Em projetos de processos baseados em simulação, a robustez 
dos parâmetros incertos do modelo também é importante. Um procedimento prático 
foi apresentado por Bortz et al. (2015), incorporando a robustez como um objetivo 
em um framework de otimização multicritério, aplicável tanto ao projeto de processos 
quanto ao projeto de experimentos com plantas.

Meta-Heurística

Foi comentado que em PO, em muitas ocasiões, é possível "varrer" o espaço de 
soluções em busca da solução ótima (como visto na Figura 1-A) e, por outras vezes, 
essa varredura é bastante dificultada (como visto na Figura 1-B). Os métodos ou 
algoritmos de meta-heurística são abordagens poderosas e versáteis na otimização 
de problemas complexos que se baseiam em uma série de técnicas e estratégias 
para explorar o espaço de busca do problema com o objetivo de aproximar-se 
da solução ótima, mas não garantindo encontrá-la. Algumas dessas técnicas 
incluem: “perturbação e diversificação”, “busca local”, “aceitação probabilística”, 
entre outras. A escolha da meta-heurística a ser utilizada depende do problema a 
ser resolvido, sendo possível combinar várias delas para melhorar a eficiência de 
resolução.

No melhoramento genético de plantas, a meta-heurística pode ser usada para 
selecionar plantas com características desejadas, como resistência a doenças, 
produção de frutos, etc. Por exemplo, um algoritmo genético pode ser utilizado 
para selecionar as melhores combinações de genes para produzir plantas mais 
resistentes. Além disso, a meta-heurística também pode ser usada para determinar 
a melhor maneira de plantar e cultivar as plantas, levando em conta fatores como 
o clima, o solo e outras restrições. Em geral, a meta-heurística é uma ferramenta 
valiosa para aprimorar as práticas de melhoramento genético de plantas e 
produzir variedades mais resistentes e produtivas. Pode-se destacar algumas 
outras aplicações pontuais de meta-heurística no entendimento de processos 
combinatórios altamente complexos no melhoramento de plantas:

• Tamanho do genoma de uma espécie, comparado com número de combinações 
em cruzamentos biparentais, tanto para espécies vegetais diploides, como em 
um nível de complexidade exponencialmente maior para espécies poliploides. 
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É oportuno lembrar que populações de melhoramento são sistematicamente 
geradas por meio de múltiplos cruzamentos biparentais;

• Na seleção dos melhores materiais genéticos, evitando-se erosão genética 
ao longo dos ciclos de seleção recorrente (isto é, aumento dos ganhos 
genéticos, porém mantendo o tamanho efetivo populacional (Ne) dos indivíduos 
selecionados);

• Na seleção dos melhores materiais genéticos considerando-se multicaracteres 
(isto é, visando obter ganhos genéticos simultâneos em todos os caracteres 
fenotípicos avaliados);

• Num ambiente de banco germoplasma, ou em uma população base, inúmeras 
combinações de cruzamento entre genitores são possíveis. Nesse contexto, 
algoritmos de pesquisa operacional, incluindo as meta-heurísticas, podem 
direcionar quais serão as melhores combinações de genitores, evitando-se 
genitores aparentados e, portanto, reduzindo a endogamia e maximizando 
efeitos de heterose;

• Coleta de sementes em árvores-matrizes baseado em distâncias geográficas, 
com objetivo de montar testes de progênies. Conforme já comentado, um 
problema clássico na PO é o do “caixeiro-viajante” (um impasse de otimização 
que busca encontrar a rota mais curta para visitar todas locais e retornar ao 
ponto de partida). Esse problema parece simples, porém para se visitar 10 
cidades, são possíveis 9! (fatorial de 9) soluções diferentes, ou seja, cerca de 
362.880 soluções são possíveis. No entanto, é importante lembrar que nem 
todas essas soluções serão ótimas, já que o objetivo é encontrar a rota mais 
curta;

• Como nos métodos exatos mostrados anteriormente neste capítulo, é possível 
otimizar o número de experimentos em diferentes locais pelas inferências sobre 
a interação Genótipos por Ambientes (G × A), combinadas com o tamanho de 
cada experimento e, também, na otimização do melhor número de indivíduos 
por famílias e a melhor quantidade de repetições experimentais.

Algumas meta-heurísticas são baseadas em eventos observados na natureza 
ou no dia a dia, com o objetivo de inspirar soluções para problemas complexos. 
Essas meta-heurísticas são conhecidas como meta-heurísticas bioinspiradas. A 
meta-heurística Algoritmo Genético (do inglês Genetic algorithms) é baseada no 
processo de seleção natural darwiniano. O Algoritmo Genético simula a evolução 
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de uma população, em que cada indivíduo é uma possível solução para o problema. 
A seleção é realizada com base em critérios de avaliação, e a recombinação de 
soluções é realizada de forma semelhante à reprodução dos seres vivos. 

É apresentado na Figura 6 um processo iterativo usando algoritmo genético, 
visando seleção simultânea de três caracteres fenotípicos quaisquer (A, B e C), 
em uma cultura florestal, combinado com a manutenção do tamanho efetivo (Ne) 
da população original (Simiqueli et al., 2023). Observa-se que o caráter “A” possui 
maior potencial para alcançar maiores ganhos, enquanto o “C”, menores ganhos. 
Isso é dependente da variabilidade genética do caráter, e não uma limitação do 
processo de otimização. É possível observar a convergência do processo iterativo 
em aproximadamente 1000 iterações.

Figura 6. Processo iterativo para seleção múltipla de três caracteres fenotípicos, com 
manutenção otimizada do tamanho efetivo da população inicial, por meio de algoritmo genético. 
Fonte: Adaptado de Simiqueli et al. (2023). 

Outra meta-heurística que é baseada em eventos cotidianos é o Algoritmo de 
Arrefecimento Simulado (do inglês Simulated Annealing), que é inspirado no processo 
de endurecimento de metais. O algoritmo simula o processo de arrefecimento (ou 
resfriamento) de um metal, onde ocorrem mudanças aleatórias na solução, e a 
solução é aceita ou rejeitada com base na sua avaliação e na temperatura corrente. A 
temperatura é gradualmente diminuída, a fim de evitar que a solução fique presa em 
um mínimo local, resultando em uma solução global ótima.
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Considerações Finais
Este capítulo teve o objetivo de apresentar conceitos introdutórios de Pesquisa 

Operacional e Tomada de Decisão aplicados ao melhoramento genético vegetal. 
Optou-se por exemplos simples que auxiliem melhoristas a refletirem o quanto a PO 
pode auxiliar na gestão dos programas e/ou tomadas de decisão que estejam além 
dos modelos genéticos-estatísticos. A ciência do melhoramento genético está muito 
bem fundamentada, tanto do ponto de vista teórico quanto operacional, no que tange 
a estratégia de pesquisa. Portanto, ela se torna um importante campo de aplicação 
ainda não totalmente explorado para a PO.

A PO é uma área consolidada em diversos setores, incluindo indústrias, serviços, 
logística, saúde, finanças, energia, meio ambiente, agricultura e transporte, tendo 
muito potencial para ser bastante aplicada ao melhoramento genético de plantas. 
No Brasil, poucos profissionais de melhoramento de plantas aplicam a PO no seu 
dia a dia e, na verdade, a sua maioria nem ao menos têm conhecimento da PO, ou 
a conhecem por meio de outras ferramentas correlatas (ver Capítulo 1). Portanto, 
uma primeira perspectiva, necessária, é a incorporação das técnicas da pesquisa 
operacional na rotina dos programas de melhoramento de espécies alógamas e 
autógamas no Brasil.

Pode-se elencar outras perspectivas, tanto a curto quanto médio prazo, como 
por exemplo: i) uso de técnicas avançadas de simulação e análise de dados para 
modelar e prever o desempenho de plantas em diferentes condições ambientais; ii) 
aplicação de técnicas de otimização para selecionar as melhores combinações de 
genes e características para a produção de plantas mais eficientes e adaptáveis; 
iii) desenvolvimento de sistemas inteligentes para ajudar na tomada de decisão em 
relação ao melhoramento genético de plantas, utilizando técnicas de inteligência 
artificial e aprendizado de máquina; iv) uso de tecnologias de edição de DNA 
para modificar genomas de plantas com mais precisão e rapidez; v) integração de 
técnicas de pesquisa operacional com outras áreas da biotecnologia, como a biologia 
sintética e a engenharia genética, para criar plantas mais resistentes e adaptáveis; 
vi) consideração de aspectos socioeconômicos e de sustentabilidade na seleção de 
plantas para o melhoramento genético.
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CAPÍTULO

7 Internet das Coisas

Marcelo Gonçalves Narciso, Claudio Brondani

Introdução
A Internet tem usos variados, não só para obter informações ou acesso a redes 

sociais, mas também para acesso a aparelhos, relógios, sensores, câmeras, e 
variados itens, os quais são chamados de “coisas” ou objetos. O termo “Internet das 
Coisas” ou Internet of Things (IoT) é usado para “coisas” que podem ser acessadas 
ou controladas pela Internet. Essa tecnologia é empregada em diferentes setores 
(educação, agricultura, indústria, etc.) e traz uma série de benefícios.  Uma característica 
importante de um dispositivo IoT é que ele pode ser acessado por qualquer pessoa, a 
qualquer momento, de qualquer lugar que exista acesso à Internet. Segundo o site da 
revista da Fapesp (Fapesp, 2017), a ideia de conectar objetos à Internet é quase tão 
antiga quanto a própria rede mundial de computadores. O que mudou nos últimos anos 
foi o barateamento de tecnologias de microeletrônica e de sensores, e a gigantesca 
expansão da conectividade. Segundo dados da consultoria Gartner em 2021, havia 
no mundo 8,4 bilhões de “coisas” conectadas, como Smart TVs, automóveis, sistemas 
inteligentes de iluminação, equipamentos agrícolas, dentre outros (Gartner, 2021).

A IoT visa fundamentalmente facilitar a vida do ser humano. No domínio agrícola, 
o uso de sensores para obter dados de solo, clima, monitoramento de máquinas 
agrícolas e irrigação, e posterior envio de dados para análise para o aparelho celular 
ou computador do usuário, possibilita o acompanhamento da lavoura a todo instante. 
Desse modo, um gestor pode tomar decisões baseadas em informações provenientes 
de um banco de dados completo, aumentando as chances de ganho de eficiência na 
produtividade. Se os dados de uma fazenda forem capturados, seja por sensores no 
campo ou de sensoriamento remoto por satélite ou drone, eles podem ser combinados 
para o planejamento de safras de acordo com o clima esperado, com a cotação 
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de preços presumidos de determinada commodity e com a demanda do mercado. 
Adicionalmente, o planejamento pode incluir o período de semeadura com base no tipo 
de cultura e clima previsto, quando deverá ocorrer a irrigação, adubação, aplicação 
de defensivos, e quando proceder à colheita considerando os preços de mercado, 
previsão do tempo e custos de secagem e armazenamento. 

As soluções inteligentes de IoT para agricultura são um sistema construído para 
monitorar o campo de cultivo com a ajuda de sensores (luz, umidade, temperatura, 
umidade do solo, sanidade das plantas, etc.). Por exemplo, se o nível de umidade do 
solo diminuir, o agricultor pode implantar sensores para iniciar a irrigação. A IoT pode 
fornecer dados relacionados à qualidade do solo em diferentes profundidades, como 
quantidade de nitrogênio, fósforo e potássio presentes no solo. Uma vez que os dados 
são coletados, são entregues à nuvem ou servidores de análise de dados por meio de 
uma rede gateway conectada à Internet por Wi-Fi ou outros meios de comunicação. 
Posteriormente, os dados são transferidos da nuvem ou servidores analíticos de dados 
para os dispositivos móveis inteligentes do agricultor ou dispositivos de computação 
portáteis, onde eles tomam decisões examinando esses dados analisados. Como 
os agricultores não podem estar fisicamente presentes no campo 24 horas por dia 
e devido a uma provável falta de habilidade em empregar várias tecnologias para 
avaliar as condições apropriadas para a colheita, a agricultura inteligente oferece-
lhes soluções automatizadas que podem ser executadas sem supervisão humana e 
podem ajudá-los a tomar decisões adequadas para enfrentar os vários desafios que 
podem encontrar (Yadav et al., 2018; Thilakarathne et al., 2023). Alguns exemplos de 
aplicação da IoT estão descritos a seguir:

• A partir de sensores instalados em máquinas agrícolas, é possível gerenciar a 
quantidade de combustível gasta pelos tratores e outros veículos, analisar as 
rotações dos motores, etc. 

• Sensores de imagens (câmeras) podem ser acoplados a drones que sobrevoam 
as plantações, buscando identificar ocorrências de insetos-praga e doenças. 
A partir das imagens colhidas, é possível identificar falhas no plantio ou 
doenças/pragas por meio de índices de vegetação, como o NDVI (Normalized 
Difference Vegetation Index), ou processamento de imagens nos domínios do 
visível (RGB, red - green -blue) e não visível (infravermelho próximo e médio 
e ultravioleta).

• Sensores de umidade do solo podem obter dados de sua condição hídrica, 
os quais são transmitidos através de IoT e, mediante sistemas de predição 

https://digital.futurecom.com.br/transformacao-digital/compra-ou-aluguel-de-drones-para-o-agro-o-que-mais-vale-pena
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de quantidade de água para irrigação, pode-se ter previsão da quantidade de 
lâmina de água necessária para a irrigação de determinada cultivar.  

• A partir de dados climáticos, obtidos por meio de sensores, e transmitidos 
através de IoT, pode ser determinado se uma planta está com estresse hídrico 
ou não e, se for o caso, tomar medidas de manejo apropriadas para que a 
lavoura não tenha queda na produtividade.

• Seleção automatizada: Dados coletados por sensores IoT podem ser usados 
para selecionar automaticamente as plantas com as melhores características 
desejadas, como resistência a doenças, alta produtividade, ou adaptação ao 
ambiente. Isso pode ser feito por meio de algoritmos de inteligência artificial 
que analisam os dados coletados e selecionam as plantas com as melhores 
características.

• Monitoramento de progresso: Os sensores IoT podem ser usados para 
monitorar o progresso dos ganhos do melhoramento genético ao longo 
do tempo. Isso pode incluir o rastreamento de características de plantas 
individuais, bem como o progresso geral de um grupo de plantas ao longo de 
várias gerações. 

• Recomendação de cultivares comerciais: Os sensores IoT podem ser usados 
para recomendar cultivares comerciais com base nas características das 
plantas. Isso pode incluir a utilização de algoritmos de inteligência artificial que 
analisam os dados coletados e recomendam as cultivares com as melhores 
características para determinadas condições climáticas e de cultivo.

• Descarte de materiais genéticos: Com base em características fenotípicas e 
genotípicas coletadas por sensores IoT, pode ser possível descartar materiais 
genéticos que não atendem aos critérios estabelecidos para melhoramento 
genético.

• Monitoramento da qualidade dos grãos: Sensores IoT podem ser usados para 
monitorar a qualidade dos grãos, como o teor de umidade, a presença de 
impurezas e a qualidade nutricional. Isso pode ser útil na seleção de plantas 
para o melhoramento genético de plantas com grãos de alta qualidade.

• Monitoramento de nutrição das plantas: Sensores IoT podem ser usados para 
monitorar a nutrição das plantas, incluindo o teor de nutrientes no solo e a 
sua absorção pelas plantas. Isso pode ser útil na seleção de plantas para o 
melhoramento genético de plantas que são mais eficientes na absorção de 
nutrientes.
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IoT Aplicada ao Melhoramento 
Genético de Precisão

No melhoramento de plantas, a implementação da IoT visa aumentar a sua 
eficiência, fornecendo soluções que economizam tempo e que sejam economicamente 
viáveis. O uso de IoT no melhoramento está ligado ao uso de dispositivos e sensores 
de IoT para coletar dados e processá-los automaticamente, facilitando a tomada de 
decisão pelo melhorista. Como exemplo de aplicação, tem-se a automação de casas 
de vegetação para o controle da irrigação e fotoperíodo, além do envio das condições 
ambientais em tempo real via computação na nuvem. Sensores podem coletar dados 
de temperatura, fertilidade do solo e sanidade das parcelas experimentais, e também 
podem ser usados em combinações com outras soluções, como GPS, imagens 
aéreas e de satélite. Essas abordagens visam aumentar a precisão experimental, 
predizer a produtividade, além de reduzir custos. O acúmulo de grande volume de 
dados (Big Data) permite que sejam realizadas extrapolações por meio da inteligência 
artificial, prevendo-se o desempenho de linhagens em ambientes não avaliados e, 
com isso, aumentar as chances de sucesso de futuras cultivares comerciais. Em geral, 
os dados fenotípicos da planta têm sido coletados usando ferramentas de medição 
manuais tradicionais, mas esse método é demorado, ineficiente e tem baixa precisão, 
limitando assim a eficiência da seleção genética e, por consequência, estudos básicos 
de genômica que envolvem a identificação de genes de interesse. Atualmente, há 
grande necessidade de que pesquisadores possam realizar detecção rápida, precisa 
e sem erros de parâmetros de caracteres de plantas para entender suas condições de 
crescimento e desenvolvimento (Fan et al., 2021). 

A fenotipagem precisa de plantas e a obtenção de dados climáticos estabelecem a 
base da análise de interação genótipo x ambiente (GxE), tão importante para a seleção 
genética de linhagens superiores em programas de melhoramento genético. A IoT permite 
automatizar tanto a fenotipagem quanto a obtenção dos dados climáticos. Além das 
vantagens da obtenção desses dados em tempo real, a IoT pode resolver uma questão 
importante para o melhoramento: a falta de mão de obra intensiva e treinada para as 
tarefas do dia a dia (Ali et al., 2018). Supondo que houvesse essa disponibilidade, os 
custos operacionais seriam muito elevados. Com o aprimoramento do desenvolvimento 
tecnológico nos últimos anos, ainda é tecnicamente desafiador calibrar, anotar e agregar 
Big Data de forma eficaz, especialmente quando os dados foram gerados em vários 
locais e, muitas vezes, em diferentes escalas (Reynolds et al., 2019). A maximização do 
desempenho das cultivares conta com o auxílio da metodologia de Machine Learning 
(ML), que é uma maneira inteligente dos computadores em simular atividades de 
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aprendizado das pessoas, adquirirem novos conhecimentos e melhorar continuamente 
o desempenho. A tecnologia de ML está desempenhando papel importante no 
melhoramento genético, identificação de doenças, previsão da ocorrência de insetos-
praga e doenças, planejamento inteligente de irrigação, dentre outros. Por exemplo, a 
tecnologia ML pode analisar dados anteriores em determinada estação experimental, 
incluindo o desempenho de culturas sob diferentes condições climáticas e a herança 
de um determinado fenótipo. Com isso, a tecnologia ML pode explorar a associação 
genótipo:fenótipo e então construir um modelo de probabilidade para prever quais genes 
são mais propensos a participar da expressão de um importante caractere de interesse, 
o que pode ajudar geneticistas e melhoristas a realizarem melhoramento genético com 
elevada precisão (Shi et al., 2019). 

O processo para uso no melhoramento genético se baseia na obtenção de dados 
e transmissão pela internet. Dispositivos instalados em parcelas experimentais devem 
coletar e processar os dados em um ciclo repetitivo que permita aos melhoristas 
avaliar o desempenho das linhagens em tempo real, seguindo ciclos que envolvem 
a observação (por sensores), diagnóstico (após um problema ser detectado por 
sensores em uma plataforma IoT, são identificados quais problemas específicos 
estão ocorrendo), e decisões/ações (sobre o tratamento específico necessário a ser 
adotado, ou simplesmente não adotar procedimento visando a seleção de genótipos 
superiores). Essas tecnologias podem acompanhar o processo seletivo das melhores 
linhagens com muita precisão, em tempo real, ao longo do ciclo da cultura. Um 
exemplo de módulo integrado de grande importância para a avaliação de genótipos é o 
monitoramento do clima, água e solo (Ali et al., 2018). Para o monitoramento do clima, 
um sensor DHT 22 (comentado mais adiante neste capítulo) mede a temperatura e a 
umidade do ambiente e, se ultrapassarem determinado limite, essa informação pode 
ser enviada ao melhorista. O mesmo sensor DHT 22 pode monitorar a umidade do 
solo, a fim de orientar a entrada da irrigação. Experimentos que envolvam diferentes 
quantidades de água precisamente fornecidas nas parcelas, após a detecção da 
necessidade de irrigação pelo sensor, são fundamentais para a seleção de genótipos 
tolerantes à deficiência hídrica (Dhanaraju et al., 2022). 

Por meio da IoT aplicada ao melhoramento genético, ao associar as condições 
ambientais com os dados obtidos ao longo do desenvolvimento das plantas em 
um experimento, assegura-se que o sistema é capaz de fornecer uma base sólida 
para estudos GxE, como mencionado anteriormente. Adicionalmente, por meio da 
geolocalização, leituras de sensores remotos e transmissão automática de dados, 
em uma série histórica, pode-se fazer referência cruzada envolvendo vários locais 
e anos, tornando o processo de desenvolvimento e seleção de linhagens muito mais 
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preciso. O acesso em tempo real permite que melhoristas possam tomar decisões 
rápidas, levando em conta estágio de desenvolvimento dos genótipos em uma rede 
nacional de experimentos, além de poder decidir sobre tratos culturais e necessidade 
de irrigação, por exemplo. Além disso, a transmissão automática de dados permite a 
centralização dos dados e o gerenciamento de experimentos, o que significa que o 
sistema pode ser ampliado para a escala nacional. Por meio da interpolação de dados 
a partir de pontos específicos onde foram montadas estruturas IoT pode-se modelar a 
variação ambiental em todo o território nacional, auxiliando no processo de seleção de 
linhagens, futuras cultivares comerciais, que sejam específicas para determinada área 
geográfica (Reynolds et al., 2019).

Embora muitas plataformas automatizadas de fenotipagem sejam capazes de gerar 
grande volume de dados coletados de plantas e do ambiente, é ainda tecnicamente 
desafiador coletar, calibrar, anotar e agregar esses conjuntos de dados de forma 
eficaz, especialmente para experimentos realizados em vários locais e em diferentes 
escalas. Soluções comerciais já estão disponíveis envolvendo hardware e plataforma 
de processamento de dados que combinam coleta de imagens, associações de 
metadados e análise fenotípica para ambientes controlados. No entanto, esses 
sistemas comerciais requerem manutenção do licenciamento e custos adicionais para 
o desenvolvimento de novas funções (Reynolds et al., 2019). Portanto, é um desafio 
para a pesquisa desenvolver uma plataforma flexível e que atenda necessidades 
específicas de cada programa de melhoramento. Por esse motivo, este capítulo aborda 
a partir deste momento alguns conceitos para o desenvolvimento de uma plataforma 
básica que emprega IoT tanto para a pesquisa, quanto para o monitoramento de áreas 
de lavouras. 

Componentes mais Comuns Usados em IoT
Para a aquisição de dados ou acionamento de algum dispositivo são usados 

sensores, câmeras, atuadores e outros componentes eletrônicos. Esses dispositivos 
são acionados ou controlados por alguma placa eletrônica, com software embarcado, 
com a finalidade de obter os dados e os enviar a algum servidor remoto para que 
determinado aplicativo possa exibir os resultados, ou ainda, acionar algum dispositivo, 
como um aparelho de ar condicionado, por exemplo.

Um sensor, basicamente, é um dispositivo que tem a função de detectar e responder 
com eficiência algum estímulo. Existem vários tipos de sensores para serem usados 
na agricultura, assim como em ambiente doméstico, na indústria, no comércio, em 
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hospitais, ruas, etc. Para obter dados climáticos sobre algum lugar são usados sensores 
de temperatura do ar, umidade do ar, pressão atmosférica, radiação solar, velocidade 
do vento, precipitação (mm de chuva), etc.  O sensor de temperatura e umidade do 
ar DHT-11, por exemplo, pode ser acessado por meio de uma placa Arduino (Arduino, 
2023), usada para acionar e ler o sensor, além de mostrar o resultado, tal como ilustra 
o circuito eletrônico da Figura 1. A placa Arduino possui um software embarcado que 
possibilita o acesso aos dados do sensor no tempo que for programado.   Um website 
que explica como fazer a montagem e o código embarcado pode ser acessado em 
Makerhero (2013). 

Figura 1. A) Sensor de temperatura e umidade do ar modelo DHT11. B) Placa Arduino, modelo 
Uno, à esquerda, usada para fornecer energia e acessar os dados obtidos pelo sensor DHT11.
Fonte: Makerhero (2013).

Outros sensores que podem ser citados são os de distância, presença, temperatura 
da água, pressão atmosférica, acelerômetro e vários outros (Figura 2). Esses sensores 
necessitam de alguma placa para fazer a leitura dos dados, como a Arduino, Raspberry 
Pi (Rasp-Pi, 2023), a ser vista mais adiante neste capítulo, Banana Pi (Banana-Pi, 
2023), Orange Pi (Orange-Pi, 2023), dentre outras. A escolha de uma dessas placas 
depende da aplicação a que se destina. 

Figura 2. Exemplos de sensores de 
pressão atmosférica (A), distância 
(B), e umidade do solo (C). 
Fonte: Baú da Eletrônica (2023).



180

Melhoramento de precisão: aplicações e perspectivas na genética...

A placa Arduino pode ser usada para o caso em que se deseja controlar sensores, 
motores de baixa corrente e tensão, válvulas, relés, etc.  Um microcontrolador 
consiste em um único circuito integrado que reúne um núcleo de processador, 
memórias voláteis e não voláteis e diversos periféricos de entrada e de saída de 
dados (Achei Componentes, 2021). O microcontrolador do Arduino tem pouco 
espaço de memória e pouca velocidade, em comparação a processadores de outras 
placas como a Raspberry Pi 3 ou 4, ou similares, como Orange Pi 4 ou Banana Pi 
4. Para exemplificar, considere o microcontrolador do Arduino Uno, Atmega 328P-U, 
o qual alcança 1 MIPS/MHz (1 milhão de instruções por segundo por megahertz), 
possui memória flash de 32 Kb, memória SRAM de 2 Kb e memória EEPROM de 
1 Kb. O clock tem valor igual a 20 MHz e, com esse valor, pode-se ter até 20 MIPS 
(20 milhões de instruções por segundo). A memória tem pouco espaço e assim uma 
placa Arduino deve ser usado em situações nas quais não se necessita de muita 
memória RAM ou quando o tempo de processamento a ser exigido não seja tão 
importante.

A vantagem da placa Arduino em relação às placas com poder de processamento 
maior e memória RAM acima de 512 MHz, como a Raspberry Pi 3, por exemplo, 
é o baixo custo, além da simplicidade de se programar e também à quantidade de 
potência a ser fornecida à placa, que é menor em comparação a uma placa Raspberry 
Pi 3 ou 4, por exemplo.

Wi-Fi é uma tecnologia de rede sem fio que permite que computadores (laptops 
e desktops), dispositivos móveis (como smartphones) e outros equipamentos 
(impressoras e câmeras de vídeo) se conectem à Internet. O Wi-Fi permite que 
esses e muitos outros dispositivos troquem informações entre si, criando uma rede. 
Contudo, mesmo que não haja sinal Wi-Fi, a transmissão de dados de um ponto a 
outro pode ser feita através do protocolo LoRa ou XBEE. Para locais onde exista Wi-
Fi, podem ser usadas placas como a Arduino uno Wi-Fi Rev 2 (Embarcados, 2018) 
(Figura 3 A). 

Figura 3. A) Placa Arduino 
Uno Wi-Fi. B) Placa Arduino 
MKR Wi-Fi.
Fonte: Fig. A: Arduino Uno Wi-Fi 
rev 2 (2023).

Fig. B: Arduino MKR WiFi 1010 
(2021).
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Outra placa, feita exclusivamente para IoT, é a Arduino MKR1010 (2021) (Figura 
3 B). Os dados de sensores que forem adicionados à placa Arduino MKR1010 
podem ser visualizados por meio de aplicativo para celular ou computador. Existem 
aplicativos prontos que podem ser acessados por meio do website da empresa 
Adafruit (2019) ou na página web do Arduino (Cloud, 2023). 

Existem outras opções, similares ao Arduino, que contemplam o uso do Wi-Fi. 
Alternativamente, pode-se usar a placa ESP8266, que pode ser conectada à placa 
Arduino. Na Figura 4 são mostradas as placas Wemos (similar à placa Arduino Uno, 
mas com Wi-Fi) e a ESP8266 para ser conectada à placa Arduino (a qual não contém 
Wi-Fi).

Figura 4. Placa Wemos com 
ESP8266 e placa ESP8266.
Fonte: Wemos (2023).

Um modo de conectar uma placa Arduino sem Wi-Fi com a placa ESP8266 
está descrito na Figura 5, a qual indica uma alternativa para o envio de dados 
obtidos por sensores de temperatura (LM35) e de pulso acoplados a um hardware 
ou circuito.

Figura 5. Placas Arduino Uno e 
ESP8266 para envio de dados 
coletados de sensores. 
Fonte: Systemcap (2021).
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Protocolo de Comunicação LoRa
Há situações onde não há Wi-Fi disponível para acesso à Internet e, considerando 

que a conectividade é a espinha dorsal da Internet das Coisas, é necessária outra 
forma de transmissão de dados. A tecnologia LoRaWAN, nome dado ao protocolo 
que define a arquitetura do sistema, bem como os parâmetros de comunicação 
usando a tecnologia LoRa, possibilita levar os dados dos sensores até onde possa 
ter um Wi-Fi e assim os dados serem acessíveis para gerar informação ao usuário. 
Atualmente existem inúmeras tecnologias em comunicação, com ou sem fio, 
usadas em aplicações IoT. Cada uma dessas tecnologias tem suas características, 
vantagens e desvantagens, e nenhuma delas pode ser dita como a melhor tecnologia, 
mas apenas como a mais adequada para uma aplicação específica. No contexto 
da agricultura, por exemplo, tecnologias LPWAN (Low Power Wide Area Network) 
são adequadas para aplicações que não requerem altas taxas de transmissão, são 
tolerantes a atrasos e possuem baixo consumo de energia quando comparadas a 
outras tecnologias de longa distância, como 3G/4G e Zigbee (Figura 6). Observa-
se que LPWAN tem maior alcance de sinal, cobertura geográfica e latência de 
transmissão, enquanto que a tecnologia 3G/4G tem maior valor quanto ao consumo 
de energia e largura de banda.

Figura 6. Comparação entre 
LPWAN e outras tecnologias sem fio 
(wireless). As áreas marrom, rosa e 
azul indicam o alcance em cada eixo 
(largura de banda, custo do chipset 
de rádio, etc.). 
Fonte: Redes-IOT (2023).

LoRa (Long Range Radio) é a camada física de uma tecnologia de comunicação 
sem fio que pode atuar como parte de uma rede LPWAN. Seu esquema proprietário de 
modulação por espalhamento espectral é derivado da modulação CSS (Chirp Spread 
Spectrum).  Redes com LoRa preenchem a lacuna tecnológica das redes celulares, 
Wi-Fi e BLE (Bluetooth Low Energy), que demandam alta largura de banda, podem 



183

Capítulo 7  ▪  Internet das Coisas

ter alcance limitado ou serem incapazes de penetrar ambientes. Isso a torna bastante 
atrativa para uma ampla variedade de setores, em especial para propriedades rurais, 
onde geralmente o sistema está localizado em áreas remotas, sem amplo acesso a 
redes de telefonia móvel.  

A tecnologia LoRa é aplicada na rastreabilidade de animais, monitoramento da produção 
de leite, aquisição de dados climáticos e de solo em casa de vegetação, agricultura de 
precisão, monitoramento do solo, monitoramento de plantio e colheita, aquisição de dados 
climáticos no campo, irrigação inteligente, etc. Mais informações sobre aplicações de 
LoRa na agricultura ou pecuária podem ser obtidas em Mokolora (2023). 

Em termos de hardware, há a opção de utilizar um dispositivo que já contenha 
um microprocessador a ser programado e que fique responsável pelo software de 
transmissão de dados. Há também a opção de usar um dispositivo que não contenha 
um microprocessador embutido, fazendo-se necessária a programação da transmissão 
dos dados em um outro microcontrolador ou microprocessador, como os já citados 
Arduino e Raspberry Pi. 

No primeiro caso, pode-se citar como exemplo o ESP32 Wi-Fi LoRa 32 (Usinainfo, 
2018), da empresa Heltec (Heltec, 2018), um dos dispositivos LoRa mais populares. 
Esse módulo conta com microprocessador ESP 32 (MCU dual-core de 32 bits mais um 
núcleo ULP), com chip de nó LoRa SX1276/SX1278 e regulador de tensão completo 
embutido, Wi-Fi integrado, três conexões de rede Bluetooth e é compatível com o 
ambiente de desenvolvimento Arduino (Figura 7 A). 

Figura 7. A) Módulo ESP32 Wi-
Fi LoRa 32 (V2) da Heltec. B) 
Aplicação de comunicação LoRa 
utilizando dois módulos ESP32 
Wi-Fi LoRa 32 (V2) da Heltec. 
C) Circuito de envio de dados 
(placa superior) e circuito de 
recepção de dados. 
Fonte: Fig. A: Heltec (2018), Fig. B: 
Bauermeister (2018) e Fig. C: How to 
Electronics (2023).
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Um exemplo de aplicação com essa placa de desenvolvimento pode ser visto na 
Figura 7 B. À esquerda, um dos módulos, denominado Sender, está conectado a um 
push button (botão) e a um resistor de 10 K ohms. O fio amarelo ilustra a conexão com 
a GPIO 12. O outro módulo, denominado Receiver, está conectado a um LED na GPIO 
12 (ilustrada pelo fio branco) e um resistor de 150 ohms. Mais informações podem ser 
obtidas em Bauermeister (2018).

Além do protocolo LoRa, existe outro muito usado em IoT, o MQTT (Message 
Queuing Telemetry Transport). É um protocolo de transporte de mensagens de 
formato Cliente/Servidor, que é executado em ambiente TCP/IP, e que possibilita a 
comunicação entre máquinas (Machine to Machine – M2M). Esse protocolo é muito 
usado em ambientes onde exista a comunicação entre computadores ou placas 
(Arduino ou Raspberry Pi, por exemplo) por cabeamento ou Wi-Fi. Possui várias 
aplicações de IoT na indústria automotiva, manufatura, petrolífera e, também, em 
residências, telecomunicações e comércio (Kalatec, 2023).  O protocolo MQTT, que 
pode ser utilizado em conjunto com o LoRa, facilita a configuração dos sensores, 
atuadores e, também, o envio de requisições aos sensores e recebimento de 
respostas (mensagens ou resultados). Mais informações sobre o protocolo MQTT 
podem ser obtidas em Hivemq (2023).

Exemplo de Aplicação na Agricultura
Neste tópico será apresentado o exemplo de um sistema IoT que obtém dados 

de campo de temperatura e umidade do ar, e que depois envia os resultados sobre o 
risco de aparecimento da antracnose (doença que ataca o feijoeiro) em função desses 
dados climáticos, para ser visualizado em um website ou smartphone. No exemplo, 
serão considerados todos os municípios do Estado de Goiás.

Para o sistema de alerta para predição do aparecimento da doença antracnose 
em plantações de feijão, será considerado um conjunto de regras em função da 
temperatura (T) e da umidade relativa do ar (UR), quais sejam: 

Se 15 °C < T < 25 oC e UR > 70%, então a probabilidade de aparecimento é muito favorável.

Se 15 °C < T < 25 oC e 50%< UR <70%, então a probabilidade de aparecimento é favorável.

Se 25 °C < T < 30 oC e UR < 70%, então a probabilidade de aparecimento é pouco favorável

Qualquer outro intervalo de valores, além dos que foram citados acima, indicará 
que a probabilidade de aparecimento de antracnose é nula.
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Para coletar dados para as regras acima é necessário um sensor para obter a 
temperatura e umidade relativa do ar. Para isso podem ser utilizados os sensores DHT 
22 ou DHT 11, esse último citado anteriormente.  Esse sensor deverá estar ligado a 
uma placa Arduino e a uma placa LoRa SX1276, conforme pode ser visto em (How 
to Electronics, 2023). Para este projeto, será utilizado o Arduino modelo nano, uma 
placa Arduino mais barata e com menos possibilidades de conexão de componentes 
eletrônicos, visto que serão obtidos apenas os dados dos sensores e realizadas as 
avaliações de temperatura e umidade (Figura 7 C). 

Na Figura 7C, o circuito superior contém o sensor, que irá coletar os dados de 
temperatura e umidade relativa do ar, e enviará os dados coletados para o circuito 
inferior. Na prática, o circuito na parte superior da Figura 7C estará no campo e o 
circuito da parte inferior que irá receber esses dados estará no escritório, a quilômetros 
de distância. Após o circuito inferior ter recebido os dados, eles são enviados a uma 
base de dados, por Wi-Fi, ou os dados são enviados para um local, via placa LoRa 
SX1276 (análoga à placa ESP 32), onde tenha Internet. A partir daí,os dados são 
enviados à base de dados no ambiente web. A base de dados é então acessada por 
um sistema de software que obtém os valores de temperatura e umidade do ar para 
então fazer o cálculo, cujo resultado será acessado pelo usuário no próprio website 
ou por meio de aplicativo de smartphone. Imagine agora que cada cidade do Estado 
de Goiás tenha um cálculo para a probabilidade de aparecimento de antracnose. A 
partir dos dados coletados em cada cidade, em tempo real, um mapa de risco de 
aparecimento de antracnose para o Estado de Goiás é então gerado (Figura 8). 

Figura 8. Mapa do risco de aparecimento 
da antracnose no Estado de Goiás em 
07/01/23. 
Fonte: Infodoenças (2023).
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Observe que esse sistema de alerta de risco de antracnose pode ser visto a qualquer 
momento, em qualquer lugar, por qualquer pessoa, tal como está ilustrado na Figura 
8. De forma similar, outros sistemas podem ser construídos, usando basicamente a 
forma de transmissão de dados pelo protocolo LoRa. As mudanças do projeto seriam 
nos sensores, para obter os dados desejados, no software de análise, e no acesso a 
essas informações por meio de um aplicativo com funcionalidades específicas.   

Existem demandas que necessitam de maior poder de processamento, para as 
quais uma placa Arduino (Uno, Nano, Mega) não seria adequada. Um exemplo seria 
a captura de imagens de determinado objeto para seu posterior processamento. Para 
esse caso, placas Raspberry Pi, Orange Pi , Banana Pi ou similares seriam mais 
adequadas. Essas placas possuem versões de 2 Gb, 4 Gb, 6 GB ou 8 Gb de RAM e 
também CPU de 1.4 GHz ou superior. Uma placa Raspberry Pi modelo 4, por exemplo, 
pode ter 8 Gb de RAM e 1.5 GHz com 4 núcleos, e, portanto, é possível utilizá-la sem 
dificuldades para processamentos que exijam mais CPU e RAM. 

Um exemplo de aplicação é a detecção de insetos-praga em armadilhas por meio do 
processamento de imagens, como a presença do inseto mosca-branca (Bemisia tabaci) 
em lavouras de feijão e tomate, cuja tecnologia está em desenvolvimento na Embrapa 
Arroz e Feijão. Existe uma armadilha já validada para vários tipos de insetos e que 
consiste de um papel colante amarelo. Desse modo, é possível monitorar a presença 
desses insetos nas armadilhas de papel amarelo por meio da tomada e processamento 
de imagens. Caso seja detectada a presença do inseto-alvo, um sinal de alerta é enviado 
ao agricultor para que ele possa tomar as decisões sobre o combate a essa praga (Figura 
9). Em cada armadilha (contendo uma placa amarela) existe uma câmera acoplada e 
controlada por uma placa Raspberry Pi (Figura 10). Admitindo que o processamento da 
imagem para detectar a mosca-branca na armadilha seja feito nessa placa, o resultado 
será então enviado para um local onde há sinal de Internet através do ESP 32, tal como 
foi feito para o sistema de alerta para antracnose, descrito anteriormente.

Figura 9. Esquema de armadilhas para 
monitoramento e detecção de insetos-
praga utilizando IoT.  
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Para uma placa Arduino, ESP 32, Raspberry Pi ou similar poderem controlar ou 
acionar algum sensor, é necessário que exista um software embarcado.  Para as 
placas Arduino ou ESP 32 existe uma interface com o usuário chamada de Arduino 
IDE, que pode ser baixada a partir da página https://www.arduino.cc/en/software. Com 
esse software é possível programar o Arduino ou ESP 32 para diversos fins. Existe um 
cabo que liga a placa Arduino ou placa ESP 32 ao microcomputador, permitindo que a 
programação realizada na interface Arduino IDE seja carregada no microcontrolador 
do Arduino ou ESP 32 (Figura 11). 

Figura 10. Placa Raspberry Pi com uma 
câmera acoplada para monitoramento da 
armadilha. 
Fonte: Rasp-PI (2023).

Figura 11. Interface de programação para 
Arduino ou ESP 32. 
Fonte: Arduino (2023).

A programação para Arduino, ESP 32 ou similar é feita em uma linguagem baseada 
em C++. Para alguém iniciar na programação para Arduino não é necessário conhecer 
detalhadamente essa linguagem de computador, mas uma parte dela, isto é, conhecer 

https://www.arduino.cc/en/software
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as funcionalidades envolvidas no acesso a sensores, motores, atuadores, etc. Não são 
muitas as funcionalidades necessárias e, assim, após a consulta a alguns exemplos 
para implementação de circuitos, o aprendizado da linguagem será facilitado. 

Para o caso de programas para as placas Raspberry Pi ou similar, faz-se necessário 
saber alguma linguagem de programação, como C, C++, Java, Python ou outra que 
contenha funcionalidades para acessar os sensores e obter os dados necessários para 
que os mesmos sejam manipulados e convertidos em informação útil ao usuário.  O 
Sistema operacional mais comum para a placa Raspberry Pi é uma distribuição Linux 
(Debian, Ubuntu, Raspbian). As placas Orange Pi e Banana Pi têm recomendações de 
quais distribuições Linux o hardware suporta. Na Internet existem programas prontos 
para várias linguagens aplicáveis a essas placas, como para Python (Gpiozero, 2023), 
Java (Makerhero, 2018) e C++/C (Raspberrytips, 2023). 

Considerações Finais 
A Internet das Coisas foi abordada neste capítulo sob o ponto de vista do hardware 

e aplicações, para facilitar o entendimento do leitor. Os casos enfocados são a base 
para fazer outros sistemas de IoT.  Não foram destacados detalhes relativos à parte de 
eletrônica envolvida e nem o software embarcado, visto que seriam necessários vários 
capítulos para isso. Porém, o leitor pode facilmente encontrar cursos de programação 
de Arduino na Internet e, também, livros com exemplos diversos de como fazer 
circuitos eletrônicos. Os componentes de hardware podem ser obtidos tanto em lojas 
físicas como no exterior, por meio de compras na Internet.

A agricultura digital – ou seja, usar tecnologia e dados digitais para conduzir 
processos de tomada de decisão – pode ajudar todo o setor agrícola a ser mais 
eficiente, transparente, produtivo e lucrativo. Sensores no campo, combinados com 
equipamentos agrícolas automatizados e dados de drones e satélites, podem fornecer 
melhores orientações aos agricultores. Melhores dados e compreensão dos riscos da 
operação agrícola podem ajudar a melhorar o direcionamento de insumos. Algumas 
das principais tendências na agricultura digital incluem sensores (para medir dados 
climáticos, de solo, etc.), a conexão de sensores em plataformas IoT para monitoramento 
em tempo real, automação para o desenvolvimento de novas aplicações em 
semeadura, aplicação de produtos químicos, irrigação e capina. Veículos autônomos 
equipados com câmeras de alta resolução monitoram continuamente as plantações à 
medida que crescem por meio de um processo conhecido como fenotipagem rápida, 
que promete aumentar o ritmo de desenvolvimento de novas cultivares comerciais. O 
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sensoriamento remoto, que na agricultura geralmente se refere à análise de imagens 
de dados de satélite, existe há várias décadas. As novas tendências se concentram 
no uso de satélites em órbita baixa para acessar imagens com mais frequência ou no 
uso de imagens de alta resolução de drones - voando sob as nuvens e disponíveis 
sob demanda - para monitorar o estado sanitário das plantações ou surtos de insetos-
praga e doenças. Os algoritmos estão melhorando rapidamente para aproveitar as 
maiores quantidades de imagens e fotos disponíveis. Um modelo de IA analisando 
uma fotografia de uma folha, por exemplo, pode identificar rapidamente insetos-praga 
e doenças específicas de plantas e fazer recomendações de tratamento em tempo real 
(Chandra; Collis, 2021). 

O desenvolvimento de sensores deve se concentrar em novos materiais sensíveis, 
mecanismos, processos e metodologias, bem como baixo consumo de energia e 
baixo custo. Novos sensores permitirão que uma gama ainda mais abrangente de 
situações e eventos sejam detectados no campo. Os sensores atuais cairão de preço 
para tornarem-se mais acessíveis, e novos algoritmos surgirão para extrair e deduzir 
mais informações das tecnologias de sensores atuais (Planin, 2023).  Com pesquisa 
colaborativa contínua em tecnologia de sensores, tecnologia de comunicação, ciência 
de plantas, ciência da computação e engenharia, a IoT na agricultura permitirá um 
salto tecnológico por meio de redes de sensores ambientais, tomada de imagens não 
destrutiva, análise espectral, robótica, dentre outros avanços. Com base em dados de 
características de plantas multiescala, multiambientais e multimodo que constituem 
Big Data de fenótipos de plantas, a relação entre genótipo, fenótipo e ambiente em 
análises de genoma poderão ser exploradas em detalhe (Fan et al., 2021).

Com relação à rede de transmissão de dados, devemos nos concentrar em dados 
de alta capacidade, tecnologias de comunicação de banda larga em tempo real para 
aplicações agrícolas complexas, que tenha alta confiabilidade, adaptável, e possua 
estratégias de gerenciamento de algoritmos (Shi et al., 2019). Com a tecnologia 
5G é esperado crescimento de aplicações com IoT, devido ao maior alcance de 
sinal e aumento da velocidade de transmissão de dados. Isso possibilitará maior 
quantidade de sensores e atuadores no campo para facilitar o gerenciamento de 
colheitas, dados climáticos e análise de solos em tempo real, mapas de irrigação 
e semeadura, e monitoramento e controle remoto de máquinas e equipamentos 
(Tecnologia-5G, 2023). O aumento da cobertura móvel também permitirá amplo 
uso de smarphones, acesso à informações, uso de aplicativos e fluxos de dados 
bidirecionais (Chandra; Collis, 2021). Os desenvolvedores de software devem 
gerar grandes bancos de dados de código aberto e bibliotecas de algoritmos de 
processamento de sinal para diferentes áreas de agricultura de instalações. Para 
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universidades e institutos de pesquisa, as principais direções de trabalho para o 
futuro incluirão a agricultura inteligente baseada em nuvem, modelos de tomada de 
decisão, algoritmos de fusão de informações com base em dados de várias fontes, 
Big Data agrícola, tecnologias de mineração, sistemas de processamento inteligente, 
e autenticação por mecanismos de criptografia (Shi et al., 2019). Investimentos em 
segurança da informação em IoT deverão continuar a crescer. A ideia da ampla 
conexão é fascinante, mas os desafios de manter um sistema seguro são complexos 
e exigem investimentos em treinamento pessoal e equipamentos. Os dispositivos 
IoT geram grande quantidade de informações e elas devem ser armazenadas e o 
acesso deve ser restrito a quem realmente tem privilégio (Santos; Sales, 2015). A 
geração de empregos para profissionais da área de IoT para a área agrícola será 
cada vez maior. É uma grande oportunidade para profissionais de Engenharia, 
Tecnologia da Informação e áreas afins. Essas inovações tecnológicas também 
podem levar a novos modelos de negócios. Para que as tecnologias digitais sejam 
adotadas amplamente, mais pesquisas precisam ser conduzidas. Por exemplo, 
o desenvolvimento de sensores e hardware de baixo custo, novas técnicas de IA 
que permitam combinar diferentes dados para gerar resultados preditivos e novas 
interfaces de usuário usando técnicas de baixo custo permitirão que a agricultura 
digital seja acessível para todos os agricultores.  A fim de lidar com um ambiente de 
cultivo cada vez mais complexo pelas mudanças climáticas, o melhoramento genético 
contará com o contínuo aperfeiçoamento da IoT. Dispositivos de hardware devem ser 
totalmente atualizados para aumentar ainda mais sua universalidade, confiabilidade, 
expansibilidade e resistência, reduzindo custos e dificuldades operacionais, além da 
otimização de modelos de suporte à decisão de Big Data (Shi et al., 2019). 

O custo de desenvolvimento e implantação de dispositivos conectados diminuirá 
a cada ano e as alternativas de conectividade e integração dos dados irá aumentar, 
o que torna a automação do processo de coleta de dados no campo mais acessível, 
com baixo custo de manutenção para os programas de melhoramento e para os 
agricultores (Sigmais, 2023). O aumento do uso de conectividade LPWA (Low Power 
Wide Area), considerando a sua utilização nas propriedades rurais, trará o benefício 
do baixo custo de comunicação comparada com as alternativas móveis de dados e, 
também, ajudarão na redução de custo de infraestrutura, já que o dispositivo possui 
conectividade embarcada e bateria, sem a necessidade de ser energizado (Sigmais, 
2023). Com o avanço da conectividade no campo, no futuro se terá muitas máquinas 
conectadas e enviando dados pela Internet a todo instante. As funções dos sensores 
agrícolas estão se tornando cada vez mais diversificadas, incluindo sensores de 
solo, sensores meteorológicos, sensores de água e sensores de plantas. 
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Plataformas de medição de fenótipos devem ser melhoradas e inovadas, ao mesmo 
tempo em que os dados massivos (Big Data) podem ser gerenciados e analisados 
para transformar fenótipos de linhagens superiores em modelo de parâmetros ao 
longo do ciclo de desenvolvimento de uma espécie vegetal de interesse. Com isso, é 
de se esperar que, em um futuro próximo, devido ao aprimoramento de sensores e ao 
progresso de ciência da computação, essas plataformas de medição de parâmetros 
fenotípicos multidimensionais introduzam uma nova era de fenômica e melhoramento. 
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8 Ambientômica

Germano Martins Ferreira Costa-Neto, Rafael Tassinari 
Resende, Roberto Fritsche-Neto, Alexandre Bryan Heinemann

Introdução
A tipagem de ambientes, ou simplesmente ambientipagem, consiste na ciência 

de dados que abrange a coleta, o processamento e a interpretação de informações 
ambientais, assim como a quantificação de seu efeito em processos biológicos de um 
dado organismo ou de múltiplos organismos, ou ainda, na interação entre eles (Costa-
Neto et al., 2021a; Costa-Neto; Fritsche-Neto, 2021; Resende et al., 2021). O termo 
ambientipagem consiste numa tradução direta da palavra “envirotyping” (Cooper et al., 
2014; Xu, 2016), do inglês environment (ambiente) e de seu sufixo typing (tipificação, 
tipagem). Pode ser aplicado em diversos níveis do Dogma Central da Biologia (DNA 
→ RNA → Proteína → Fenótipo), cobrindo também diversas dimensões físicas, tais 
como o ambiente nuclear e intracelular, passando pelo nível de tecido e órgão vegetal 
(por exemplo, raiz, caule ou folhas), até atingir o nível de organismo (planta). Tais 
níveis contemplam a fisiologia do organismo e como ele interage com o ambiente, 
em termos de expressão gênica, epigenética e os campos vinculados a produção 
de metabólitos, hormônios e possíveis interações com outros organismos (como por 
exemplo, a microbiota do solo). 

Apesar de válidas, tais tipificações adentram outros campos de estudo, sobretudo 
na ótica das “multiômicas”, as quais serão contempladas em outros capítulos deste 
livro. Neste capítulo, o foco será na identificação e análise dos componentes ambientais 
que afetam o conjunto de plantas em que são realizados experimentos agrícolas ou 
observações em populações naturais, tais como florestas e lavouras. Na prática, o 
manejo da terra e das condições do solo, assim como o rendimento da colheita e 
outros fatores relacionados à produção agrícola são amplamente estudados no campo 
da Agricultura de Precisão. Isso envolve o uso de mapas de solo e de dados históricos 
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de cultivo para entender a variabilidade espacial dentro de determinada região ou 
lavoura. No contexto da ambientômica, o endereçamento geográfico também está 
presente nas inferências, sendo um dos principais objetivos o mapeamento dos 
melhores materiais genéticos para cada local (ou pixel), levando em consideração 
toda gama de características ambientais que influenciam na expressão fenotípica das 
culturas.

No melhoramento de plantas, a caracterização dos padrões ambientais 
em redes de ensaios experimentais tem sido o maior gargalo – mas também o 
campo com maiores avanços. Nesse contexto, pesquisadores buscam utilizar a 
ciência de dados ambientais para estabelecer relações entre os resultados de 
seus experimentos, assim como sua inter-relação com as possíveis populações 
de ambientes-alvo de um programa de melhoramento. É importante destacar que 
realizar técnicas ambientômicas com poucos locais é o mesmo que realizar análise 
de genômica amostrando-se poucos materiais genéticos (Resende et al., 2022). 
Para se capturar boa parte da variação ambiental incidente sob os genótipos, é 
importante se lançar mão de uma boa gama de locais com diferentes gradientes 
ambientais e suas interações, proporcionando melhor compreensão das interações 
Genótipos-Ambientes (G × A) e, consequentemente, maior precisão na seleção de 
materiais genéticos com desempenho superior em cada ambiente-alvo. Além disso, 
a inclusão de mais locais e gradientes ambientais também pode revelar a existência 
de respostas adaptativas específicas a cada ambiente, o que pode ser explorado 
pelos programas de melhoramento para aumentar a eficiência e efetividade da 
seleção de genótipos superiores (Costa-Neto et al. 2021b). A tipagem ambiental 
não deve ser vista como uma etapa isolada, mas sim como uma parte integrante 
desde a fase inicial de planejamento até a etapa final de lançamento das novas 
cultivares.  

A ambientômica é uma ferramenta interessante para entender a interação 
entre organismos e seu ambiente em diferentes níveis. Embora as tipificações de 
ambiente sejam importantes, elas estão se tornando cada vez mais complexas, 
com a crescente demanda por estudos multiômicos (Sarzaeim et al., 2023). Neste 
capítulo, o foco será na tipagem e análise de condições ambientais em populações 
de plantas e em estudos de agricultura de precisão e redes de ensaios experimentais. 
Pesquisadores estão usando ciência de dados ambientais para estabelecer relações 
entre os resultados dos experimentos e as possíveis populações de ambientes-
alvo de um programa de melhoramento. Com o desenvolvimento contínuo da 
tecnologia e das técnicas de análise de dados, a ambientômica continuará sendo 
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uma ferramenta essencial para entender a interação entre materiais genético e 
ambientes.

Termos da “Ambientômica”
Para um melhoramento genético de plantas eficaz, é fundamental entender a 

interação entre fatores genéticos e ambientais. O ambiente fornece as condições 
necessárias para a expressão adequada dos genes de uma planta, assim como a 
genética é responsável por sua constituição. Fazendo uma analogia, a ambientômica 
é o estudo de toda gama de fatores ambientais que afetam o crescimento e o 
desenvolvimento das plantas, enquanto a genômica se concentra no conjunto completo 
de genes de uma planta. A ambientipagem busca identificar os fatores ambientais mais 
importantes para o desenvolvimento da planta, enquanto a genotipagem identifica seus 
genes. Assim, o ambientoma se refere ao conjunto completo de fatores ambientais 
que influenciam uma planta, assim como o genoma é o conjunto completo dos genes 
responsivos pelo seu desenvolvimento.

Na Figura 1 é mostrada uma visualização compreensiva dos conceitos de 
Ambientômica, em que o ambiótipo é a constituição ambiental do local de 
desenvolvimento da planta, enquanto a combinação de múltiplos ambiótipos no 
contexto da interação Genótipos por Ambientes (G × A) irá formar um “polimorfismo” 
ambientípico influente na plasticidade fenotípica dos materiais genéticos plantados. A 
ambientômica e a ambientipagem são ferramentas essenciais para o estudo e a melhoria 
das condições ambientais de crescimento das plantas, enquanto a genotipagem e o 
genoma permitem o manejo dos genes importantes para o melhoramento genético.

Pode-se, então, definir o conceito de Ambientômica (do inglês Enviromics), 
primeiramente introduzido no melhoramento genético por Resende et al. (2019), no 
preambular preprint postado na bioRxiv, mais tarde publicado na Theoretical and 
Applied Genetics – Resende et al. (2021), como a análise da ambientipagem em 
larga escala (de alto desempenho), uma ciência também pioneiramente trabalhada 
por Costa-Neto et al. (2021a) em abordagens inéditas de ambientômica + genômica. 
Pode também ser vista como a ciência que estuda o ambientoma (conjunto de fatores 
ambientais) e, sob a ótica de pertencer a uma “ômica”, expande-se as perspectivas, 
a fim de desempenhar uma caracterização ambiental visando estabelecer uma 
associação global entre o ambiente atual, presente e o futuro, considerando múltiplas 
localidades, manejos, épocas de plantio, cenários ambientais e genótipos.
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No entanto, apesar de ser baseada em um conjunto de ciências aplicadas, 
tais como sensoriamento (in situ ou remoto), sistemas de informação geográfica 
(SIG) e modelagem estatístico-computacional, a ambientômica é um campo cujo 
desenvolvimento teórico ainda se faz necessário, baseando-se em aspectos 
interdisciplinares que englobam os campos da (eco)fisiologia vegetal, ciência de solos, 
agrometeorologia, agronomia e fitopatologia, entre outros (Costa-Neto et al., 2021a; 
Costa-Neto; Fritsche-Neto, 2021; Crossa et al., 2021).

Figura 1. Termos de Ambientômica ancorados em um ambiente de geoprocessamento (nesta 
figura, é mostrada uma área terrestre com nove pixels ilustrativos). Marcadores ambientômicos 
podem amplamente ser obtidos por meio de modernas técnicas de ambientipagem (por exemplo, 
tendência temporal do clima, características físico-químicas do solo, variações da paisagem ou 
tratamentos fitotécnicos) e, posteriormente, gerados por meio de geoinformática. Um conjunto 
exaustivo desses marcadores compõe o ambientoma. Um possível valor que um marcador 
ambientômico pode assumir é chamado de ambiótipo, e tais ambiótipos combinados compõem 
a variação polimórfica ambientípica do marcador ambientômico. 
Fonte: Adaptado de Resende et al. (2021).
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O Que é “Ambiente”?
Na seção anterior abordou-se os conceitos gerais que caracterizam o campo 

da Ambientômica, mas, no entanto, não se especificou um dos conceitos mais 
importantes: o que é ambiente? Sob o ponto de vista da (eco)fisiologia vegetal, sabe-
se que todos os processos de crescimento, desenvolvimento e reprodução vegetal são 
direcionados pelo ambiente (Bilings, 1952). No entanto, de forma genérica, o conceito 
de ambiente pode ser detalhado como o conjunto de fatores nos quais o indivíduo 
(ser vivo) está inserido. Esses fatores (biofísicos) definem as circunstâncias nas quais 
está sujeito um dado organismo. Tais circunstâncias podem ser descritas como um 
saldo do balanço entre a demanda e a disponibilidade de recursos para execução dos 
processos biológicos, assim como seu consumo para a constituição dos componentes 
celulares e ativação de diversas funções moleculares, como controle da expressão 
gênica (Shelford, 1931; Taylor, 1934). Por serem organismo-específico, são, portanto, 
dependentes de fatores do próprio indivíduo (sua genética e epigenética), dos quais 
sua regulação ao longo de seu ciclo de vida varia em magnitude entre os diversos 
estágios de desenvolvimento.

Em termos práticos (e experimentais), o termo “ambiente” também tem sido usado 
para designar uma combinação de um certo local (geográfico), época de plantio (ano, 
dia, mês) e manejo cultural (por exemplo, nível de fertilizante, irrigação). Tal definição, 
embora simplista, resume o conjunto de fatores ambientais numa única “variável” 
categórica, não discriminando possíveis variações temporais ao longo do ciclo de 
crescimento. Maiores detalhes sobre esse tópico serão dados nas próximas seções. 

No campo de estudo da genética e evolução, é possível apontar que o estudo 
da influência do ambiente sobre o fenótipo tem sido reconhecido desde o trabalho 
de Jean-Baptiste Lamarck (1744-1829). Inicialmente, acreditou-se que as variações 
ambientais forçariam os organismos a expressarem características que lhes confeririam 
adaptação e sobrevivência. Atualmente, no advento da epigenética, ecofisiologia 
e ambientômica, sabe-se que tais afirmações não estão longe da realidade. Outra 
reinterpretação de conceitos sob a ótica da ambientômica pode ser obtida olhando 
os trabalhos de Charles Darwin (1809-1882), que demonstrou que as modificações 
fenotípicas que diferenciam espécies são consequências do processo de evolução 
e adaptação em nível populacional. Em outras palavras: pressões ambientais 
implicariam em diferenciação (que mais tarde seria reconhecida como genética), 
priorizando a sobrevivência dos indivíduos portadores de genes com maior adaptação 
a tais pressões ambientais – processo denominado de “seleção natural”. Esse 
processo atua em conjunto com a “seleção artificial” conduzida pelos seres humanos 
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desde os primórdios da domesticação das espécies. Por exemplo, as “assinaturas de 
seleção natural” são evidentes em espécies como milho (Zea Mays L), cujo processo 
de adaptação e modificação de características estruturais do genoma (e.g., número 
de cromossomos, presença de elementos transponíveis, mudanças nos números de 
cópias de dado alelo) foram claramente moldadas por variações ambientais, tais como 
altitude e temperatura do ar (Romero Navarro et al., 2017; Barnes et al., 2022). 

Genética e Diversidade Ambiental 
Para melhor compreender as fontes de variação ambiental, pode-se assumir que 

a qualidade de um dado ambiente é definida por um balanço de fatores ambientais. 
Consequentemente, a relevância dos diversos fatores ambientais (por exemplo, 
temperatura do ar, umidade disponível no solo, deficit de pressão de vapor), 
residirá em como, quando e quanto esses fatores podem limitar a expressão do 
potencial genético. Nesse contexto, a relevância de um único fator para restringir 
a expressão fenotípica pode ser contemplada pelo enunciado da “Lei do Mínimo”, 
baseada no trabalho de nutrição mineral em plantas, de Justus Von Liebig (1803-
1873): sob multiplicidade de fatores, aquele mais próximo do limite da tolerância 
será o fator limitante (Taylor, 1934). De forma mais ampla, Shelford (1931) relaciona 
esse conceito à capacidade adaptativa das espécies vegetais, sobretudo a nível 
populacional – isto é, a variação ambiental pode ditar diversas zonas de adaptação 
populacional. Portanto, sob essa ótica, a adaptação é contemplada como limites 
genéticos de tolerância frente aos diversos gradientes de qualidade ambiental 
(Costa-Neto; Fritsche-Neto, 2021).

Dentro dos limites da tolerância, o genótipo possui determinada flexibilidade 
fenotípica (Nicotra et al., 2010; Nicoglou, 2015). Essa flexibilidade permite a 
sobrevivência do indivíduo quando os fatores do ambiente forem limitantes, tais como 
drásticas mudanças no status hídrico ou térmico. A relação entre fatores ambientais e 
limites genéticos das espécies vegetais integram os preceitos da “Lei da Tolerância”. 
Dentro de determinado nível de variação ambiental, os indivíduos são capazes de 
‘ajustar’ ou ‘aclimatizar’ suas respostas fenotípicas. Tal comportamento foi denominado 
por Nilsson-Ehle, em 1914, como plasticidade (Nicotra et al., 2010).

Os determinantes genéticos desse fenômeno são associados a efeitos de pleiotropia, 
dada a sensibilidade diferencial entre as interações de alelos e fatores ambientais 
limitantes. Assim, essas respostas diferenciais entre propriedades hereditárias sob 
certas condições ambientais condicionam a expressão de ampla gama de fenótipos. 
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Isso constitui os fenômenos biológicos denominados como “norma de reação” (do 
alemão, reaktionsnorm = curva de padrão de resposta) por Richard Woltereck, em 
1909, cuja variação é descrita pelo componente interação “Genótipos × Ambientes” (G 
× A), resultando, portanto, na plasticidade fenotípica (Bradshaw, 1965).

A plasticidade fenotípica é contemplada pela expressão de estruturas morfológicas 
(e.g., mudanças permanentes nos órgãos vegetativos) e fisiológicas (e.g., alterações 
metabólicas reversíveis) (Bradshaw, 1965; Sánchez Alvarado; Yamanaka, 2014). Nesse 
sentido, surgem também interações epistáticas (e.g., alocação de biomassa entre 
órgãos de armazenamento e componentes de rendimento). Em termos de adaptação 
fenotípica, isso contempla o fenômeno denominado plasticidade de desenvolvimento 
(Nicoglou, 2015).

A importância dessas propriedades genético-adaptativas sobre a diferenciação 
fenotípica foi avaliada cultivando clones de uma planta da espécie Achillea sp. em 
três ambientes distintos, na Califórnia-EUA (Clausen; Hiesey, 1958). Entre outros 
fatores ambientais ocorrentes nos ambientes, tais como tipo de solo ou temperatura, 
o mais diferencial era a altitude – estando esse último diretamente vinculado com as 
variações nas condições edafoclimáticas. O primeiro ambiente era localizado ao nível 
do mar (0 m de altitude), o segundo a 1.400 m e o terceiro a 3.000 m. Em cada local, 
diferentes fenótipos foram expressos, demonstrando que o mesmo genótipo reage de 
formas diferentes conforme a mudança ambiental.

Por esse motivo, pode-se começar a afirmar que as relações ambiente-fenótipo 
podem ser compreendidas quando o ambiente é detalhado em fatores ambientais. 
Tisdale et al. (1993) descrevem o ambiente sob a ótica do sistema solo-planta-
atmosfera, considerando a capacidade fisiológica, particular de cada genótipo, em 
responder a atuação dos fatores do meio. Para esses autores, três grupos principais 
de fatores podem ser elucidados: climáticos (por exemplo, precipitação, temperatura 
do ar, umidade relativa e ventos), edáficos (e.g., material de origem, estrutura, textura, 
profundidade, temperatura, potencial hidrogeniônico) e biológicos (e.g., constituição 
gênica dos materiais, eficiência no uso de recursos ambientais e a competição da 
cultura com insetos-pragas, patógenos e plantas daninhas). 

Para o melhoramento genético de plantas, os fatores ambientais podem ser 
classificados conforme sua previsibilidade de ocorrência no meio. Os fatores 
ambientais previsíveis (fixos ou repetíveis) são aqueles de natureza determinística, 
tais como o tipo de solo e a posição geográfica. Já os imprevisíveis (aleatórios ou 
não repetíveis) constituem as variações sazonais, em intensidade e frequência, dos 
fatores de propriedade estocástica (Allard; Bradshaw, 1964). Tais definições são 
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fundamentais para desenvolver um diagnóstico mais acurado sobre a adaptação 
fenotípica de genótipos avaliados em ampla gama de ambientes, indicando possíveis 
causas ambientais relacionadas à sua instabilidade (Heinemann et al., 2019).

Ambientômica e as Multi-Interações 
Genótipos × Ambientes

Conforme descrito na seção anterior, as condições ambientais exercem papel-
chave, embora discreto e quase “invisível”, tanto na seleção natural como naquela 
conduzida artificialmente, conforme os interesses dos seres humanos. Em 
melhoramento genético de plantas é possível o estabelecimento dos chamados 
“ensaios multiambientais” (MET, do inglês Multi-Environment Trials), concebidos 
visando quantificar aspectos agronômicos, tais como a estabilidade e a adaptabilidade 
dos genótipos candidatos sob múltiplas condições de clima, solo, manejo varietal 
e pressão de doenças. Tais ensaios objetivam orientar esforços na difusão de 
tecnologia agropecuária, sobretudo na recomendação das melhores cultivares e/
ou práticas de manejo (por exemplo, a época de plantio) para uma dada região-
alvo (Costa-Neto et al., 2020a). Quando dois ou mais fatores estão envolvidos 
nessas avaliações, as respostas diferenciais de cada genótipo frente às variações 
ambientais podem ser compreendidas como um efeito não aditivo denominado 
interação Genótipos × Ambientes (G × A). Esse efeito gera implicações logísticas 
sobre a avaliação de genótipos, podendo inflacionar ou minimizar estimativas de 
valor fenotípico e genético, limitar ganhos de seleção e dificultar a recomendação 
de cultivares (Marcatti et al., 2017). Contudo, também denota a oportunidade de 
selecionar genótipos adaptados e produtivos para condições ambientais específicas. 
Diante dessas incertezas, estatísticas são utilizadas para diagnosticar a interação 
G × A, visando identificar padrões agronômicos úteis para capitalizar esforços e 
orientar a tomada de decisão.

A interação G × A é um fenômeno universal entre os seres vivos, pois todo fenótipo 
possui influência ambiental (em menor ou maior escala). Isso decorre da interação 
multifatorial e não aditiva entre o genótipo (conjunto de genes, mas também epigenética) 
e o meio no qual se encontra (conjunto de fatores ambientais). Em biometria, pode 
ser mensurada como a diferença entre os valores fenotípicos (conjunto de respostas 
observadas), ambientais e genotípicos. Por esse motivo, constitui um fenômeno 
estatístico-biológico de grande importância no processo de melhoramento genético 
de plantas, pois desde a seleção de linhagens até a estimação do valor de cultivo 
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e uso (VCU), para fins de recomendação de cultivares, a interação G × A dificulta a 
interpretação do fenótipo observado e subsequentes inferências sobre o valor genético 
(Duarte; Vencovsky, 1999).

Para melhor compreender a relação entre diversidade ambiental e interação G × 
A, é preciso primeiro entender três conceitos principais: (i) plasticidade fenotípica; 
(ii) norma-reação; (iii) inter-relação entre população-alvo de ambientes (TPE, do 
inglês Target Population of Environments) e ensaios multiambientais. Na Figura 
2 é ilustrado que a interação G × A não é um fenômeno per se, mas sim uma 
propriedade emergente da diversidade ambiental observada dentro dos limites de 
uma rede experimental. A rede experimental é, por sua vez, uma amostra aleatória 
das possíveis condições ambientais de uma TPE e, por esse motivo, se mal 
dimensionada, pode falhar em cobrir a diversidade ambiental da TPE. Considerando 
genótipos distintos (G1 e G2), eles terão potencial variação fenotípica ao longo 
de um gradiente ambiental teórico (por exemplo, do frio ao calor). Essa curva 
segue a Lei de Shelford (Figura 2), ou seja, existem zonas nas quais os genótipos 
apresentam máxima adaptação (máximo valor fenotípico) e zonas nas quais o 
aumento/decréscimo do recurso ambiental (neste caso, ilustrado por temperatura) 
irá propiciar um decaimento do valor fenotípico, que em prática é um indicativo 
de uma zona de “estresse ambiental”. Uma outra forma de expor esse conceito 
é a de que o excesso ou deficit de insumos ambientais é um fator estressante 
que limita o potencial de expressão dos genótipos, sendo esse nível de estresse 
também definido por fatores genéticos. Ainda na Figura 2, as linhas sólidas verticais 
indicam o intervalo das condições da rede experimental: o nível de entrada máximo 
e mínimo que os genótipos experimentaram em cada condição MET. De acordo com 
esses limites ambientais, cada genótipo expressa uma diferente norma de reação, 
ou seja, sua resposta linear ao gradiente observado. Portanto, a norma de reação 
é uma reta que interpola os limites ambientais, sendo uma simplificação da não 
linearidade inerente a plasticidade fenotípica. 

O conceito de norma de reação é uma ideia antiga, mas reflete sensibilidades 
específicas de genótipos particulares para fatores ambientais chave – o que define 
a adaptabilidade dos genótipos para a condição vigente na rede experimental. 
Finalmente, ainda na Figura 2, nas linhas sólidas (verde e roxa) é possível visualizar 
as diferentes normas de reação para os mesmos genótipos, na mesma condição 
ambiental. Essa diferença é traduzida, em termos práticos, no que se chama de 
interação G × A observada. Portanto, para cada gradiente ambiental particular de cada 
rede experimental, é possível visualizar também um padrão particular de interação 
G × A, ainda que para os mesmos genótipos. Por exemplo, na rede experimental 
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1, o padrão é o cruzado (complexo), ou seja, há mudança na classificação dos 
genótipos entre os ambientes – também conhecida como mudança qualitativa. Por 
outro lado, se as condições de crescimento do intervalo diferirem, o padrão pode 
ser non-crossover (ou simples), como observado na rede experimental 2, 3 e 4 – 
mudanças quantitativas na expressão fenotípica entre os ambientes sem mudanças 
na classificação dos genótipos. Assim, considerando esta ilustração para um cenário 
de programa real de melhoramento, é impossível inferir como diferentes caracteres, 
em diferentes redes experimentais, irão se comportar para cada germoplasma. Por 
isso, os melhoristas devem definir os limites ambientais da TPE para realizar ensaios 
de campo que representem uma amostra dessas condições – e depois explorar o G 
× A para selecionar as cultivares mais adaptadas. O processo de identificar TPE e 
relacioná-la com as condições MET só pode ser feito usando um conjunto diversificado 
de ferramentas analíticas de ambientômica.

Figura 2. A inter-relação entre plasticidade fenotípica (curvas) e norma de reação (retas entre 
pontos) em função da diversidade ambiental de cada rede experimental e seu restrito gradiente 
ambiental (linhas verticais pretas). 
Fonte: Adaptado de Costa-Neto et al. (2021b).



205

Capítulo 8  ▪  Ambientômica

Desenvolvimento de uma Rotina de Ambientômica
Nesta seção serão abordados alguns pontos essenciais para o desenvolvimento e 

a implementação de uma rotina de ambientômica em ciência de dados. Em síntese, 
existem três passos gerais a serem seguidos.

Passo 1: Coleta de dados ambientais

A primeira etapa consiste na coleta de dados ambientais, sendo um dos pontos-
chave para o sucesso na implementação de qualquer rotina de análise de dados 
em ambientômica. Em analogia à fenotipagem (caracterização de fenótipos), em 
que é possível mensurar os fenótipos com base em medidas (de peso, altura, 
comprimento, entre outros), na ambientômica são mensuradas características 
biofísicas de uma determinada unidade de análise (planta, parcela, pixel, área 
experimental, lavoura, fazenda, município, etc.), sob uma determinada escala 
temporal (e.g., minuto, hora, dia, mês, ano, época de plantio, estágio fenológico). 
Tais medidas biofísicas são, então, assumidas como descritores ambientais (Costa-
Neto et al., 2021b), também denominados de marcadores ambientômicos. Contudo, 
ao contrário das características fenotípicas, tais marcadores descrevem diferentes 
atributos vinculados às condições atmosféricas, fertilidade e umidade dos solos e 
microbiota do solo. 

Conforme a natureza de cada atributo ambiental, diferentes sensores (em campo 
ou remotos) podem ser utilizados, assim como medidas tomadas no campo, como 
amostras de solo ou mensuração da penetrância dos solos (por meio dos chamados 
penetrômetros). Além disso, fenótipos secundários das próprias plantas, como a 
ocorrência de doenças, e anotações vinculadas ao histórico das práticas culturais 
empregadas, como culturas que antecederam o plantio e tipo de manejo da cobertura 
do solo, também podem ser considerados. Nesse sentido, a coleta de dados pode ser 
resumida em pelo menos quatro tecnologias: (1) coleta por sensores instalados no 
campo, como estações meteorológicas, sensores de umidade no solo ou amostragem 
de campo; (2) dados de sensoriamento remoto, ou seja, obtidos de plataformas 
remotas, como satélites, aviões e drones; (3) bancos de dados globais, que reúnem 
informações previamente coletadas e interpoladas das categorias 1 e 2, sendo 
totalmente virtuais; e (4) anotações realizadas em campo, como práticas de manejo 
cultural. Nesta seção, será dado ênfase às categorias (2) e (3), por serem inovações 
tecnológicas gratuitas, de fácil acesso e implementação. As categorias (1) e (4) são, 
de certo modo, intuitivas e se sobrepõem conceitualmente.
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Vários tipos de imagens de satélite podem ser usados para caracterizar ambientes, 
podem-se citar:

• Imagens de visível e infravermelho: consistem em imagens capturadas em 
diferentes comprimentos de onda dentro da faixa do espectro eletromagnético. 
Em geral, são usadas para classificar diferentes tipos de cobertura do solo, como 
florestas, áreas agrícolas, pastagens, entre outros.

• Imagens de radar (ondas de rádio): consistem em imagens do uso de ondas de 
rádio e são úteis para caracterizar a presença de nuvens. Também utilizadas 
para identificar diferentes tipos de topografia, como montanhas e vales. Desde 
os anos 2000, a NASA (Agência Espacial Norte-Americana) tem utilizado radares 
no projeto SRTM (Shuttle Radar Topography Mission) para mapear a topografia 
do planeta. Tais dados podem ser utilizados, por exemplo, para definir a altitude 
exata de uma dada localidade.

• Imagens termográficas: assim como as imagens do grupo I, as imagens 
termográficas capturam diferentes comprimentos de onda dentro da faixa do 
espectro eletromagnético. Porém, capturam a faixa vinculada as ondas de 
infravermelho, a qual possibilita mensurar a emissão/absorção de temperatura 
dos corpos. Por esse motivo, são empregadas na caracterizarão de áreas de 
calor, como incêndios florestais, erupções vulcânicas, fontes geotérmicas, entre 
outros.

• Imagens multiespectrais: tais imagens combinam informações de diferentes 
bandas espectrais para produzir uma representação mais completa da superfície 
dos corpos. São amplamente utilizadas na identificação de áreas de cultivo, 
florestas, áreas urbanas, entre outros.

Tais imagens podem ser obtidas gratuitamente em diversas agências 
governamentais, tais como a NASA (https://www.earthdata.nasa.gov/), NOAA (https://
www.noaa.gov/) e o INPE (http://www.dgi.inpe.br/CDSR/), além de empresas privadas 
que cobram por esse serviço, tais como DigitalGlobe (https://evwhs.digitalglobe.com/
myDigitalGlobe/) e Maxar Technologies (https://www.maxar.com/), entre outras. Após 
o download dessas imagens, diversas práticas de geoprocessamento (processamento 
de imagens geográficas) são empregadas, como o uso de máscaras (shapefiles) 
para “cortar” a imagem de acordo com a unidade de análise de interesse, ou técnicas 
para computação de índices combinando diferentes camadas (layers) de imagens. 
Interessante notar que tais conceitos também são aplicados ao uso de drones para 
coleta de imagens em parcelas ou áreas agrícolas. Na seção de perspectiva será 

https://www.earthdata.nasa.gov/
http://www.dgi.inpe.br/CDSR/
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discutido como a fenômica e a ambientômica podem trabalhar em conjunto para 
caracterização de parcelas experimentais em melhoramento de precisão.  Quanto 
as técnicas de geoprocessamento das imagens, recomenda-se a leitura de materiais 
bibliográficos da área de geoprocessamento e sensoriamento remoto.

Talvez um usuário mais leigo no campo do geoprocessamento faça melhor 
uso dos bancos de dados. Tais bancos de dados muitas vezes são baseados no 
processamento das imagens de satélite (categoria 2), em extensas mensurações 
de estações meteorológicas (categoria 1), ou em extensas e acuradas interpolações 
globais que combinam tais imagens com mensurações das categorias 1 e 2. No Brasil, 
Xavier et al. (2016) disponibilizaram um banco de dados climáticos que pode ser 
acessado de maneira simplificada em https://www.cnpaf.embrapa.br/infoclima/. Já nos 
EUA e Canadá existe atualmente a plataforma CLIM4OMICS (Sarzaeim et al., 2023). 
Contudo, atualmente existem outras opções que operam em nível global e que são 
facilmente implementadas em softwares de código-aberto, como o R.

A primeira opção é o WorldClim (https://www.worldclim.org/), que possui dados 
em formato de raster (arquivo digital que armazena informações espaciais em 
formato de pixel), com diferentes resoluções (dimensão do pixel), envolvendo 
normais climatológicas de diversos fatores ambientais (isto é, média das condições 
meteorológicas observadas durante um longo período de referência, geralmente de 30 
a 50 anos), assim como projeções de cenários futuros de mudanças climáticas. A FAO 
(Food and Agriculture Organization), o órgão das Organização Nações Unidas (ONU) 
voltado para agricultura e segurança alimentar, oferta um banco de dados climáticos, 
zoneamento agrícola e predições de rendimento dos mais variados cultivos. Esse 
banco é chamado de GAEZ (Global Agro-Ecological Zones, https://gaez.fao.org/
pages/data-viewer), disponível gratuitamente também em formato raster. O banco de 
dados de solos SoilGrids (https://soilgrids.org/) é também uma opção de alta resolução 
espacial e que oferece ampla variabilidade de atributos do solo (e.g., carbono orgânico, 
densidade do solo, teor de argila). Baseado no banco mundial de solos, estimativas das 
características físico-químicas podem ser facilmente obtidas para qualquer posição 
geográfica no planeta por meio do pacote em R SoilType (https://github.com/rfn-qtl/
SoilType) (Fritsche-Neto, 2023). Mas não menos importante, existe a iniciativa NASA 
POWER (https://power.larc.nasa.gov/), assim como seu API (Interface de Programação 
de Aplicações, em português (https://cran.r-project.org/web/packages/nasapower) que 
pode ser acessado de dentro do ambiente computacional em linguagem R (popular 
e mais acessível). Algumas dessas plataformas, incluindo o NASAPOWER, podem 
ser encontradas dentro de uma mesma plataforma de ambientipagem implementada 
no pacote EnvRtype (https://github.com/allogamous/EnvRtype). Nesse software é 

https://www.cnpaf.embrapa.br/infoclima/
https://www.worldclim.org/
https://gaez.fao.org/pages/data-viewer
https://gaez.fao.org/pages/data-viewer
https://soilgrids.org/
https://github.com/rfn-qtl/SoilType
https://github.com/rfn-qtl/SoilType
https://power.larc.nasa.gov/
https://cran.r-project.org/web/packages/nasapower
https://github.com/allogamous/EnvRtype
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possível fazer o download de informações climáticas em escala diária, correspondendo 
a um período compreendido entre 01 de janeiro de 1981 até os dias atuais (na ocasião 
da redação deste capítulo, trata-se do dia 04 de fevereiro de 2023).

Passo 2: Controle de Qualidade

Em ciência de dados, a etapa de controle de qualidade é um processo essencial para 
garantir a integridade, consistência, precisão e a confiabilidade dos dados coletados. 
Em termos gerais, consiste no conjunto de técnicas que visam verificar e corrigir 
possíveis erros ou inconsistências nos dados antes de serem utilizados para análise 
ou tomada de decisão. O uso de estatísticas gráficas, tais como box-plot e análises 
da distribuição dos dados, pode auxiliar na verificação de consistência interna, como 
valores incorretos ou inválidos (exemplos: -999, -99, NA, NaN, Inf, etc.), percentual 
de dados ausentes e a detecção de valores extremos (ouliers). É fundamental para 
garantir a qualidade dos resultados e a confiabilidade das conclusões baseadas em 
dados. Em ambientômica, outros aspectos devem ser considerados, tais como a 
padronização dos dados coletados de diferentes fontes, o que inclui a checagem da 
resolução temporal (e.g., horária, diária, semanal, mensal) e espacial (por exemplo, a 
área coberta pelo sensor).

A resolução de um modelo ambientômico dependerá, principalmente, do tamanho da 
unidade de amostra disponível (pixel). Por exemplo, ao usar informações geográficas, 
o tamanho do pixel delimitará o nível de refinamento da avaliação genotípica (Marcatti 
et al., 2017). Informações ambientais com alta resolução espacial, especialmente 
adequadas para contemplar áreas florestais, plantações agrícolas e fazendas de 
criação, devem ser preferidas para melhorar a precisão dos modelos.

Segundo Resende et al. (2021), assim como as métricas de “Call Rate” e 
Frequência do Alelo Menor (MAF, do inglês: “Minor Allele Frequency”) ao usar dados de 
marcadores de DNA, as variáveis ambientais também requerem medidas de controle 
de qualidade. O número de valores ausentes descritos pelo parâmetro Call Rate pode 
ser resolvido por meio da adoção de duas estratégias. A primeira seria aumentar o 
tamanho de todos os pixels na área e utilizar as informações médias disponíveis no 
entorno. Embora isso aumente a área de manipulação, diminuindo assim a precisão 
da recomendação ou predição, ainda pode ser uma alternativa adequada. A segunda 
estratégia, provavelmente a mais viável, seria imputar os valores dos pixels ausentes 
por meio de krigagem (do inglês kriging) ou, ainda, por meio de técnicas de inteligência 
artificial, como o Random Forest, na qual tanto os valores do entorno quanto os valores 
de outros marcadores ambientômicos podem ser usados. Por exemplo, valores de 
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temperatura semelhantes entre localizações próximas são mais prováveis do que 
entre aquelas distantes e, em escala local, a temperatura se correlaciona bem com a 
elevação do terreno ou com a latitude global. Assim como a MAF para um marcador 
genético, um marcador ambientômico com pequena variância teria uma baixa Escala 
de Variação Ambiental (SEV, do inglês: Scale of Environmental Variation), de modo 
que as covariáveis ambientais teriam uma baixa variância nos pixels subamostrados 
em comparação com todos os pixels na área. Nesse caso, marcadores ambientômicos 
com baixo SEV, ou seja, baixo conteúdo de informação, podem ser descartados. 
Estudos adicionais de acompanhamento podem ser realizados para definir os limiares 
ótimos para as métricas de controle de qualidade dos marcadores ambientômicos.

Passo 3: Transformando dados em informação

Conforme mencionado anteriormente, os dados coletados e processados são 
assumidos como marcadores ambientômicos (descritores ambientais). Analogamente, 
tratando-se de marcadores genômicos, pode-se facilmente modelá-los com efeitos 
lineares com relação ao caráter fenotípico, tanto para efeitos de aditividade como para 
efeitos de dominância (Figura 3-A). No entanto, para os marcadores ambientômicos, 
essa relação pode nem sempre ser diretamente compreendida como linear (Figura 
3-B). Uma estratégia é linearizar as covariáveis ambientais (que poderão ter diferentes 
relações não lineares com os valores fenotípicos) em marcadores ambientômicos, 
sendo que, esses sim, terão relações lineares com os caracteres fenotípicos 
quantitativos. Pode-se realizar essa linearização a partir da decomposição dos efeitos 
não lineares em diversos parâmetros lineares, como por exemplo no clássico modelo 
sigmoide logístico f(x) = c/(1+ α x e–bx), que contém três parâmetros (a, b, c). Nesse 
caso, pode-se converter essa variável ambiental, que tem relação não linear logística 
com o caráter fenotípico, em três marcadores ambientômicos, com relação linear com 
o caráter fenotípico. Outras estratégias contemplam técnicas de Inteligência Artificial e 
aprendizado de máquina para realizar essa decomposição linear (Resende et al., 2021). 
Essa abordagem pode também incluir uma análise das matrizes de relacionamento 
ambiental, obtidas por correlações fenotípicas entre ambientes (Costa-Neto et al., 
2023).

Os descritores são utilizados para caracterizar os ambientes, ou seja, descrever as 
condições que circundam a unidade de análise. Em termos práticos, a caracterização 
ambiental é resultante do estudo dos padrões presentes numa matriz contendo os 
descritores ambientais (cada coluna), para cada unidade de análise (cada linha da 
matriz). O estudo dos padrões de similaridade/redundância entre as unidades de 
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análise, além de quantificar o impacto dos fatores ambientais na variação de uma 
dada característica em estudo (e.g., produção de grãos, altura de plantas, expressão 
gênica, ocorrência de uma dada espécie, refletância da folha, entre outros). Nesse 
sentido, pode-se dividir em duas categorias: (1) estudo dos padrões ambientais 
analisando apenas os marcadores ambientômicos e (2) uso de modelos estatísticos 
e de aprendizado de máquina para modelar a associação entre os marcadores 
ambientômicos e a variação fenotípica observada no campo. Na próxima seção se 
discorrerá mais sobre esses tópicos.

Figura 3. Comparação entre um marcador genômico, com um dado ambiental. Na parte “A”, 
vê-se três genótipos possíveis (aa, Aa e AA) e suas possíveis relações com diferentes fenótipos 
(caráter quantitativo). Na parte “B”, vê-se inúmeros ambiótipos, distribuídos quantitativamente, 
e suas possíveis relações com os fenótipos (caráter quantitativo).

Uma forma comum de transformação dos dados em informações ambientômicas 
é a computação de frequências de eventos, muito útil para variáveis que apresentam 
sazonalidade climática (Costa-Neto et al., 2021b). Por exemplo, os dados de 
temperatura média do ar, em escala diária, podem ser convertidos em frequências 
de temperaturas baixas (estresse por frio), frequências de temperaturas ótimas e 
frequências de temperaturas excessivas (estresse por calor). Contudo, nesse cenário, 
é preciso definir o que são temperaturas baixas e o que são temperaturas altas. 
Curiosamente, esses conceitos seguem a Lei de Shelford e podem ser uteis para 
descrever a plasticidade fenotípica esperada para uma dada cultura, frente a um 
gradiente de variação ambiental. Esse gradiente de variação ambiental também pode 
ser “categorizado”, isto é, dividido em classes de categorias. Em seguida, são contadas 
as frequências de cada evento (classe). Os diversos ambientes são analisados com 
base nas similaridades/diferenças entre as classes predominantes. Tal abordagem é 
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comum para computar a frequência de eventos de seca (Heinemann et al., 2019), 
calor (Carcedo et al., 2022), frio (Zheng et al., 2015), entre outros. Tais aplicações 
podem ser implementadas no pacote EnvRtype (Costa-Neto et al., 2021a).

Outra forma de transformar dados em informação é por meio do emprego de 
modelos de simulação do crescimento, desenvolvimento e produtividade de uma 
determinada cultura, denominado aqui como modelos de simulação de culturas (MSC). 
MSC vem sendo desenvolvido desde os anos 1970, tendo sua origem nos modelos 
agrometeorológicos clássicos. Em termos práticos, o MSC consiste em uma ferramenta 
de aprendizado de máquina supervisionado, pois são concebidos com funções que 
descrevem processos biológicos e respostas ambientais, de forma não linear, e 
respeitando as diferentes fases de desenvolvimento vegetal. Um exemplo interessante 
é o uso de MSC para simular o ambiente de múltiplos genótipos (Heinemann et al., 
2015, 2016, 2019) ou para entender o comportamento dos cultivos em cenários 
futuros, podendo ser útil para o desenho de ideótipos para condições ambientais de 
interesse específico do melhorista de plantas (Heinemann et al., 2017; Tao et al., 2017; 
Ramirez-Villegas et al., 2018). A utilização de MSC possibilita a obtenção de dados de 
produtividades simulados para uma determinada cultura, abrangendo toda a região 
de produção. Já, a utilização de ensaios multiambientais dificilmente permite essa 
abrangência, devido aos custos elevados da realização de ensaios de campo. MSC 
conseguem capturar algumas interações (G × A × M, genótipo × ambiente × manejo) 
fenotípicas com robustez e, dentre elas, destacam-se o ciclo da cultura, o florescimento 
e estresses hídricos e de temperatura. 

Exemplos de Aplicação
Apesar das enormes perspectivas de aplicação de ambientômica em melhoramento 

de plantas, ela tem se restringido à: (1) caracterização ambiental, que pode envolver a 
compreensão dos fatores ambientais determinantes da interação Genótipo × Ambiente 
× Manejo (G × A × M), como também a descrição das similaridades ambientais; (2) 
formatação de zonas de melhoramento, ou macroambientes que minimizem a G × A 
dentro delas; (3) estudo da Norma de Reação de genótipos, isto é, da sua responsividade 
a diversos fatores ambientais; (4) predição de fenótipos, podendo integrar modelos 
estatísticos e de aprendizado de máquina visando a predição de fenótipos sob os mais 
variados contextos, seja em nível de propriedade rural ou área experimental (e.g., 
ensaios de melhoramento); e (5) cálculo de parâmetros de melhoramento como ganhos 
de seleção, herdabilidades, acurácias preditivas, representatividade da predição pixel-
a-pixel na(s) área(s) de estudo. 



212

Melhoramento de precisão: aplicações e perspectivas na genética...

Caracterização Ambiental

A interação Genótipo x Ambiente x Manejo (G × A × M) dificulta o entendimento de 
combinações desejáveis (G × M) para determinada cultura. Além disso, a interação 
pode também desacelerar o progresso no melhoramento de plantas para a adaptação 
ampla (largamente utilizado no Brasil) e/ou para adaptação a condições específicas 
dentro de uma região. A identificação dos fatores causais da interação G × A × M e 
a quantificação sobre a variação residual não explicada pelos efeitos principais são 
elementos-chave para o entendimento da adaptação fenotípica e para maximizar 
a produção em circunstâncias ambientais específicas (Costa-Neto et al., 2020a). A 
análise da interação G × A × M permite melhor compreensão do(s) fator(es) que estão 
por trás das diferenças regionais nas diferenças de produtividade, ou seja; identificar 
o(s) fator(es) limitante(s) que estão penalizando a produtividade. Essa análise, também 
denominada como “Caracterização Ambiental”, pode ser realizada de duas maneiras: 
a) utilizando modelos estatísticos, por meio de dados observados, proveniente dos 
ensaios multiambientais realizados por um programa de melhoramento de plantas e 
relacionando esses dados a covariáveis ambientais (dados climáticos, de solo, etc.); 
ou b) análise in silico, por meio de modelos de simulação de culturas.

Caracterização ambiental utilizando modelos estatísticos

Os modelos estatísticos que consideram informações ambientais podem ser 
modelos de regressão linear simples (regressão fatorial, FR, por exemplo (Van Eeuwijk 
et al., 1996), quadrados parciais mínimos – PLS (Porker et al., 2020; Costa-Neto et 
al., 2023) entre outros, integrando métodos não lineares e sistemas de informação 
geográfica (Costa-Neto et al., 2020b; Bustos-Korts et al., 2022; Heinemann et al., 
2022). Ainda, tais estudos permitem identificar os padrões de interação dentro da 
população do ambiente-alvo do programa de melhoramento genético (Comstock, 
1977). 

Como exemplo, citam-se dois trabalhos recentes envolvendo as culturas do arroz 
e do feijão. Por meio do modelo FR-GIS foi possível observar que apenas variáveis 
geográficas (latitude, longitude e altitude) são capazes de predizer até 59% dos padrões 
da interação G × A em arroz de terras altas, no Brasil (Costa-Neto et al., 2020b). Por 
meio do mapeamento da adaptação fenotípica foi possível detectar zonas em que 
o programa de melhoramento ainda é carente na alocação de genótipos com maior 
adaptação, ou seja, nas quais há maior dificuldade em desenvolver novas cultivares. 
Já Heinemann et al. (2022) identificaram, para as regiões de produção do feijoeiro, 
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variáveis climáticas significativas e seus respectivos valores ótimos. Além disso, 
foi identificado os “limites climáticos” para as fases de desenvolvimento da cultura 
para as respectivas regiões e épocas de semeadura. Isso permite aos melhoristas 
desenvolverem ideótipos, o que por sua vez dará suporte ao processo de seleção de 
novas variedades. As limitações desse método são: a) número, localização e épocas 
de semeadura dos METs, o que restringe o alcance temporal e espacial das análises 
G × A × M (muitas vezes os METs também não são representativos da região de 
produção) e b) a dificuldade em parametrizar modelos estatísticos complexos. 

Caracterização ambiental in silico

A análise in silico (no computador), realizada por meio de modelos de simulação 
de culturas baseados em processo, supera a limitação dos problemas espaciais 
e temporais, pois havendo disponibilidade de dados de entrada (clima, solo e 
características genotípicas) pode-se definir a escala desejável (Antolin et al., 2021; 
Hajjarpoor et al., 2022). No Brasil, alguns exemplos de caracterização ambiental por 
meio de MSC incluem a determinação dos padrões de deficiência hídrica para o arroz 
de terras altas (Heinemann et al., 2015), para o feijoeiro (Heinemann et al., 2016), 
para a soja (Battisti; Sentelhas, 2019), e projeções de mudanças climáticas para o 
arroz (Ramirez-Villegas et al., 2018) e para o feijoeiro (Antolin et al., 2021). Como 
exemplo de aplicação, na análise do arroz de terras altas para a região central do Brasil 
(Rondônia, Mato Grosso, Goiás e Tocantins), sugeriu-se que a região de produção 
pode ser dividida em três grupos ambientais homogêneos de acordo com a deficiência 
hídrica: altamente favorável (AF, 19% da área), favorável (F, 44%) e pouco favorável 
(PF, 37%). Também foram determinados os principais padrões de deficiência hídrica 
para o arroz de terras altas e suas respectivas probabilidades. Para o feijoeiro no 
estado de Goiás, ambas as épocas de semeadura, águas e seca, podem ser divididas 
em dois grupos ambientais, denominados altamente favorável (AF) e favorável (F). 
Para essas épocas de semeadura, o ambiente altamente favorável representa 44 e 
58% da região de produção, respectivamente. Para ambas as épocas de semeadura 
há ocorrência da deficiência hídrica terminal e/ou reprodutiva na região de estudo 
(Goiás), sendo que a deficiência hídrica é mais limitante na época da seca. Já a região 
de produção da soja no Brasil pode ser dividida em dez ambientes homogêneos. As 
maiores produtividades (> 2800 kg ha–1) ocorreram na região Centro-Oeste, cobrindo 
a maior parte das áreas de cultivo de soja no Brasil. As menores produtividades foram 
observadas no Extremo Sul (< 1170 kg ha–1). Esse método restringe as interações que 
os MSC conseguem capturar.
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Estudos das Normas de Reação

A identificação dos fatores causais da interação G × A e a sua quantificação 
sobre a variação residual não explicada pelos efeitos principais são elementos-
chave para o entendimento da adaptação fenotípica (Charmet et al., 1993; Costa-
Neto et al., 2020b). A interpretação desse fenômeno pode ser realizada sob as 
perspectivas empírica, a partir do valor fenotípico observado in situ, e/ou analítica, 
fundamentada em informações adicionais, tais como variáveis ambientais ou efeito 
de caracteres secundários (Richards, 1982). Historicamente, a perspectiva empírica 
tem sido priorizada pelos pesquisadores devido às limitações, como o processamento 
computacional, a dificuldade de obtenção de informações ambientais e os paradigmas 
relacionados à compreensão do que seja “ambiente” (Xu, 2016). Contudo, essas 
dificuldades já não mais justificam o desuso de métodos analíticos, uma vez que 
as plataformas de ambientômica se tornaram democráticas e acessíveis. Mais 
recentemente, os métodos de norma de reação ganharam força ao serem acoplados 
aos modelos modernos de Ambientômica (Resende et al., 2021). 

Métodos analíticos possibilitam ampla gama de inferências úteis à tomada de decisão 
em programas de melhoramento, tais como: i) identificação de fatores ambientais e 
genotípicos determinantes da interação G × A (Heinemann et al., 2019; Porker et al., 
2020); ii) aumento da acurácia na predição dos valores genéticos (ou genômicos) sob 
múltiplos ambientes (Heslot et al., 2014; Jarquín et al., 2014; Messina et al., 2018; Morais 
Junior et al., 2018; Millet et al., 2019); iii) adaptabilidade e estabilidade contempladas 
em função de fatores climáticos, edáficos, bióticos, localização geográfica e manejo 
cultural (Marcatti et al., 2017); iv) perspectiva de avaliação genotípica integrada a 
sistemas de informação geográfica (SIG), otimizando o processo de recomendação 
por meio de interface simplificada e dinâmica, baseada em mapas (Costa-Neto, 2017; 
Marcatti et al., 2017; Costa-Neto et al., 2020b); v) identificação indireta de cultivares 
passíveis de utilização como genitores em programas de melhoramento para estresses 
bióticos e abióticos (Ortiz et al., 2007); vi) cálculo de parâmetros genéticos em gradiente 
ambiental (Resende et al., 2018); entre outras aplicações, como o estudo da interação 
entre QTL (quantitative trait loci) e ambientes (Van Eeuwijk et al., 2007).

O início do uso de regressões analíticas (RA) para avaliação genotípica pode ser 
atribuído aos trabalhos de Freeman; Perkins (1971), Hardwick; Wood (1972) e Perkins 
(1972). Esses autores fundamentaram suas propostas em discussões anteriores 
(Finlay; Wilkinson, 1963; Eberhart; Russell, 1966; Perkins; Jinks, 1968) visando 
elaborar índices ambientais independentes da média fenotípica e biologicamente 
informativos. Contudo, avanços consideráveis no desenvolvimento desses métodos 
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foram feitos (Denis, 1988), com a consolidação da regressão fatorial e da regressão por 
quadrados mínimos parciais, respectivamente. Deste então, é notória a contribuição 
da abordagem RA em diversas culturas agrícolas como: milho (Romay et al., 2010), 
soja (Cardoso Júnior, 2013), eucalipto (Resende et al., 2018), trigo (Heslot et al., 2014), 
cana-de-açúcar (Oliveira, 2013) e espécies olerícolas (Ortiz et al., 2007; Nunes et al., 
2011). 

Recentemente, Costa-Neto et al. (2023) definiram o conceito de “associação 
ambiental ampla”, consistindo no uso do maior número possível de marcadores 
ambientômicos para descrever, simultaneamente, os padrões de norma de reação dos 
genótipos e as assinaturas ambientais em uma dada localidade através dos anos. Tal 
abordagem permite que os melhoristas computem dois tipos de fenômenos vinculados 
a G × A. O primeiro fenômeno é uma expansão da modelagem analítica previamente 
descrita, focada na compreensão da norma de reação. Contudo, agora os coeficientes 
de norma de reação para os mais variados fatores ambientais são assumidos como 
“marcadores fenotípicos-ambientípicos” e usados nos mais variados propósitos, como 
associação genômica (Mu et al., 2022) e modelagem de matrizes de relacionamento 
genético capazes de descrever as interações G × A (Costa-Neto et al., 2023). Com 
essa última, é possível verificar o grau de “similaridade entre as normas de reação” 
de indivíduos avaliados no passado, enquanto a primeira possibilita a modelagem das 
interações entre o ambiente e regiões específicas do genoma que controlam uma 
dada característica.

O segundo fenômeno vinculado a G × A é a modelagem das similaridades 
ambientais. Por meio da associação ambiental ampla, é possível computar matrizes 
de relacionamento ambiental, corrigindo a variação climática/edáfica esperada com 
a correlação fenotípica observada entre diferentes ensaios de campo. Em síntese, 
é possível computar um “peso” (ou fator de correção) para cada fator com base em 
seu impacto histórico na variação fenotípica em uma dada localidade. Nesse sentido, 
o real efeito ambiental sobre as correlações fenotípicas é representado por: Efeito 
ambiental = Fator Ambiental  Peso (impacto no fenótipo), em que em uma dada 
localidade onde não há registros de avaliações fenotípicas para se poder computar 
esse peso, ele é, portanto, assumido como Peso = 1, logo, o Efeito Ambiental = 
Fator Ambiental. Além de corrigir as estruturas de relacionamento ambiental, tais 
pesos ambientais podem também serem usados como covariáveis em algoritmos de 
agrupamento (análise de componentes principais, K-means, Autoenconders, dentre 
outros), assim como em outras abordagens de aprendizado de máquina, tais como 
algoritmos genéticos visando assim identificar o número mínimo de localidades capaz 
de representar a diversidade ambiental de uma rede experimental (Gevartosky et 
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al., 2023). Em associação ambiental ampla, tanto a abordagem 1 como a 2 podem 
também ser utilizadas para melhorar os modelos de predição de fenótipos, auxiliando 
na triagem de indivíduos sob condições ambientais conhecidas ou desconhecidas 
(e.g., próximo ano de cultivo).

Recomendação de cultivares em ambientes de geoprocessamento

A integração de Sistemas de Informação Geográfica (SIG) e genética/genômica 
quantitativa pode proporcionar resultados acurados ao nível de pixel (tal como nas 
fotografias digitais). Na Figura 4 são retratados os resultados potenciais que podem 
ser obtidos mediante a aplicação de técnicas de análise ambientômica em uma área 
georreferenciada. A representação mostra pontos de coleta de dados fenotípicos 
marcados por “•”, que podem ser experimentos de melhoramento genético ou 
simplesmente dados coletados por intermédio da colaboração de produtores locais 
(on-farm data), onde é necessário registrar informações sobre os materiais genéticos 
utilizados, como cultivares comerciais, variedades, híbridos, clones, linhagens, entre 
outros (Schmidt et al., 2018). Nesse contexto, é de suma importância trabalhar-se com 
dados desbalanceados, isto é, nem todos os locais de coleta de dados fenotípico têm 
todos os materiais genéticos. Resende et al. (2021) demonstraram que é muito mais 
prejudicial para captura da interação G × A a utilização de poucos locais, mesmo que 
todos eles tenham todos os genótipos (dados balanceados), do que utilizar muitos 
locais, tendo eles números diferentes de genótipos (dados desbalanceados). Portanto, 
trabalhar com dados desbalanceados é uma maneira eficiente de otimizar a captura do 
máximo de informação ao nível “ômico-ambiental” da área. 

A seção da Figura 4 identificada como “A” exibe a recomendação dos melhores 
materiais genéticos de forma detalhada, considerando cada pixel da área 
georreferenciada. Além disso, na figura também é apresentada uma representação da 
aplicação desses resultados, destacando a operacionalização para melhor aplicação 
prática, suavizando-se o efeito difuso do primeiro resultado de recomendação. Na 
seção “B” da Figura 4, são delimitadas quatro zonas de melhoramento, também 
chamadas de mega-ambientes (González‑Barrios et al., 2019). Essas zonas visam 
minimizar a interação entre genótipo e ambiente (G × A). A interação G × A ocorre 
quando o desempenho de um determinado genótipo varia em diferentes ambientes, 
ou seja, um mesmo material genético pode apresentar resultados diferentes em 
diferentes regiões. As zonas de melhoramento auxiliam na identificação de áreas onde 
os materiais genéticos exibem maior estabilidade e consistência de desempenho, 
facilitando a seleção e recomendação de cultivares adaptadas a cada mega-ambiente. 
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Na seção “C” da figura são evidenciadas regiões que maximizam o ganho de seleção. 
O ganho de seleção refere-se ao aumento no desempenho dos materiais genéticos 
selecionados em comparação com a geração anterior. Essas regiões destacadas 
indicam áreas onde a escolha de materiais genéticos resulta em maior ganho de 
produtividade ou outras características desejáveis, portanto maximizando-se assim a 
prática do melhoramento genético nesses locais.

Figura 4. Resultados possíveis a partir da aplicação das técnicas de Ambientômica em 
uma área georreferenciada qualquer. Nesta área são mostrados pontos de coleta de 
dados fenotípicos (•), que devem ter a anotação dos materiais genéticos (que podem 
ser cultivares comerciais, variedades, híbridos, clones, linhagens, entre outros). Na 
parte “A” é mostrada a recomendação dos melhores materiais genéticos pixel-a-pixel, 
e uma respectiva operacionalização desses resultados. Na parte “B”, observam-se 
quatro zonas de melhoramento (ou mega-ambientes), que são delimitações que 
minimizam a interação G × A. Na parte “C”, vê-se regiões que maximizam o ganho de 
seleção.

Tanto a identificação das zonas de melhoramento como a atribuição de ganhos 
de seleção potenciais por pixel irão auxiliar na alocação de novos experimentos ou 
pontos de coleta de dados fenotípicos nos próximos ciclos de melhoramento. Ademais, 
pode-se realizar a exclusão de experimentos que não são representativos ou são 
“redundantes” para a finalidade de aplicação de Ambientômica. Por exemplo, pela 
Figura 4-B observa-se que a zona de melhoramento “Z4” poderia ter mais pontos 
de coleta de dados fenotípicos, enquanto que nas demais zonas pode-se pensar na 
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redução do quantitativo de experimentos. Ademais, observa-se que a região noroeste 
do mapa tende a apresentar ganhos de seleção mais elevados, possibilitando que se 
diferencie os melhores materiais genéticos dos menos desejáveis.

Perspectivas
Os programas de melhoramento de plantas enfrentam um enorme desafio: continuar 

a desenvolver variedades que se adequem aos sistemas agrícolas/florestais, os quais 
sejam capazes de atender as demandas de uma crescente população global, enquanto 
lida com cenários nada otimistas de mudanças climáticas. Além disso, há necessidade 
de melhor gerir os insumos e reduzir impacto nas áreas de cultivo, reduzindo assim 
os efeitos da degradação ambiental. Em termos gerais, buscam-se variedades 
produtivas, resilientes a fatores bióticos e abióticos, e que sejam eficientes no uso dos 
recursos ambientais. Para atender a essas expectativas, o campo da ambientômica 
pode fornecer um olhar que conecta o passado, presente e futuro (Figura 5). Nesta 
seção serão abordadas duas perspectivas promissoras para auxiliar o melhoramento 
genético de precisão.

Figura 5. Ambientômica como uma ponte entre o passado e o futuro, auxiliando na tomada de 
decisões em melhoramento de plantas. 

Perspectiva 1. Conectando dados do ambiente celular às 
informações de satélite

Talvez não seja ousado afirmar que, com o avanço da ciência de dados, os 
melhoristas de plantas atualmente conseguem minerar informações variando desde 
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o nível celular (proteínas, transcritos) até o nível de satélite (imagens de satélite 
usadas para caracterizar regiões de cultivo ou áreas experimentais). Nesse contexto, 
a ambientômica assume um papel-chave, conectando as áreas de conhecimento 
da bioquímica, ecofisiologia, fenotipagem e genética/genômica quantitativa. Os 
modelos multimodais (múltiplas fontes de dados) envolvendo ambientômica poderão 
ser cada vez mais presentes na realidade do melhorista de plantas, auxiliando no 
desenvolvimento (e teste) de hipóteses que contemplem os diversos níveis do 
Dogma Central da Biologia de forma mais ampla e mecanista, inclusive entre diversas 
espécies com algum grau de parentesco filogenético. Nesse sentido, espécies cujos 
recursos genômicos ainda são escassos (por exemplo, ausência de sequenciamento 
genômico) poderão usufruir de dados de outras espécies. Atualmente diversos grupos 
de pesquisa trabalham nesse tópico, o que faz dessa perspectiva algo tangível nos 
próximos anos.

Perspectiva 2. Desenho de ideótipos combinando genômica e 
ambientômica

Em melhoramento de plantas, um “ideótipo” refere-se a um ideal (ou modelo) de 
planta a ser buscado, por meio da seleção de características desejáveis, para uma 
dada condição de cultivo. Em verdade, o melhoramento de plantas é fundamentado 
em ideótipos, pois cada programa de melhoramento busca uma planta ideal para 
atender as necessidades da sociedade. Por exemplo, nos primórdios da Revolução 
Verde (anos 1960), os melhoristas passaram a perseguir um ideótipo de plantas 
adequado para condições de menores espaçamentos (maior densidade de plantio), 
maior responsividade à aplicação de insumos (fertilizantes e defensivos) e menor ciclo 
de cultivo (em especial em cultivos de cereais e leguminosas). Tais plantas-modelo 
são concebidas de forma subjetiva, embora considerando necessidades objetivas 
dos atuais sistemas de cultivo. Frente a um cenário de mudanças climáticas e as 
atuais necessidades de estabelecer sistemas agrícolas e florestais mais sustentáveis, 
a ambientômica pode auxiliar no desenho de ideótipos orientado por dados. Tal 
abordagem, de certo modo, já é utilizada com modelos de simulação de culturas 
(Tao et al., 2017) e genômica (Barnes et al., 2022). Essa última abordagem tem sido 
cada vez mais usada, sendo útil para revelar os aspectos ambientais vinculados à 
adaptação do genoma das espécies, isto é, as assinaturas ambientais que a seleção 
natural deixou nas populações naturais e/ou variedade locais (Romero Navarro et al., 
2017; De La Torre et al., 2019; López-Hernández; Cortés, 2019). Por meio dessas 
ferramentas, é possível identificar alelos responsivos ao ambiente, o que combinado 
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com robustas ferramentas estatístico-computacionais de aprendizado de máquina 
possibilitará predizer as melhores combinações genômicas para uma dada condição 
ambiental. Ainda é possível considerar a fenômica, usada como ferramenta auxiliar 
na mensuração do maior número possível de características, a fim de auxiliar na 
compreensão da plasticidade fenotípica sob múltiplas condições ambientais.

Considerações Finais
A ambientômica é um dos campos mais promissores da ciência de dados em 

melhoramento de precisão. O profissional interessado nesse campo poderá se 
especializar nas mais diversas aplicações, navegando em outras ciências como 
estatística, fisiologia, física e fertilidade dos solos, irrigação, agrometeorologia, 
fitopatologia, geoprocessamento, sensoriamento remoto, agricultura de precisão 
e, até mesmo, nas áreas de ecologia, filogenia e evolução genética. Por esse 
motivo, possivelmente todo grupo científico e empresa de pesquisa terá um ou mais 
profissionais dessa área atuando de forma conjunta para mineração de dados úteis 
ao melhoramento. Para os desenvolvedores interessados nesse campo, ainda há 
muitos aspectos a serem aprimorados, como o desenvolvimento de rotinas com 
maior resolução temporal (dados climáticos em escala horária, predições climáticas 
para dados futuros ou de um passado geológico distante) e espacial (diferentes 
profundidades do solo, pixels com dimensões cada vez menores a nível de planta ou 
parcela experimental), além dos novos modos de processar, interpolar e interpretar os 
dados dos marcadores ambientômicos. Portanto, espera-se que este capítulo sirva de 
inspiração para que futuros trabalhos sejam executados.
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CAPÍTULO

9 Fenômica

Filipe Inácio Matias, Leonardo Volpato, João Otavio Firigato

Introdução
O melhoramento de variedades adaptadas a diferentes ambientes, juntamente com 

a utilização da agricultura de precisão, são ferramentas fundamentais para enfrentar 
a demanda alimentícia global. Nesse cenário, o incremento da produção agrícola das 
principais culturas econômicas tornou-se um fator chave para assegurar a segurança 
alimentar no longo prazo (Moreira et al., 2020). Logo, o papel do melhoramento de 
plantas é fundamental para atender essa crescente demanda, da mesma forma que 
a utilização de novas ferramentas de agricultura de precisão tende a maximizar o uso 
de recursos não renováveis no campo. Os programas de melhoramento atuais são 
limitados por custo, tempo, trabalho humano, espaço e outros recursos para avaliar 
eficientemente uma grande população de progênies, o que limita a intensidade da 
seleção, interferindo na acurácia genética e pode resultar na redução do avanço do 
ganho genético. O desenvolvimento e aplicação de ferramentas de fenotipagem de 
baixo custo e alto rendimento permitem a realocação de recursos para gerenciar 
populações maiores, possibilitando aumento na intensidade de seleção dentro de um 
orçamento pré-estabelecido. Logo, ganhos reais nos programas de melhoramento 
são perfeitamente viáveis adotando novas práticas de fenotipagem em larga escala 
(HTP - high-throughput phenotyping). O termo "fenotipagem" começou a ser usado na 
década de 1960 e mais tarde foi referido como o conjunto de metodologias e protocolos 
usados   para medir com precisão o crescimento, arquitetura e composição das plantas 
em diferentes escalas (Fiorani; Schurr, 2013; Walter et al., 2015). Tradicionalmente, 
para selecionar progênies superiores ou identificar regiões no genoma que controlam 
uma característica, os fenótipos de plantas são medidos pelos melhoristas utilizando 
métodos de baixo rendimento em laboratório, observações visuais e ferramentas 



manuais. No entanto, muitos dos métodos tradicionais de fenotipagem de plantas 
tendem a ser trabalhosos, demorados, subjetivos e frequentemente destrutivos para 
as plantas.

Existe uma pressão do mercado para que programas de melhoramento convencionais 
se transformem gradativamente em programas de melhoramento modernos mais 
eficientes por meio da integração de tecnologias emergentes, com destaque para a 
HTP, a qual impacta diretamente na escolha dos melhores fenótipos. A evolução da 
genômica, transcriptômica e proteômica alcançada nas últimas duas décadas permitiu 
a investigação em larga escala da base genética de características agronômicas 
relevantes ao incremento da produção agrícola (Roitsch et al., 2019). Nos últimos 
anos, a HTP está estreitando a distância entre estudos relacionados a genômica com 
a fenômica de plantas devido, principalmente, a implementação de novas ferramentas 
de hardwares e softwares empregados diretamente no melhoramento. Portanto, as 
contribuições do melhoramento genético baseadas na tecnologia de HTP possuem 
grande potencial para aumentar os ganhos atuais de produtividade, reduzir o custo 
da operação, assim como melhorar o bem-estar do melhorista (ou do colaborador 
responsável pelas avaliações no campo) e, ainda, tendem a garantir ganhos 
significativos da produção agrícola a longo prazo. Dito isso, neste capítulo veremos a 
importância do uso de tecnologias digitais para a fenotipagem de plantas, explicando 
conceitos, mostrando o passo a passo do uso de drones em áreas experimentais, 
bem como demonstrando várias aplicações da fenômica nas atividades diárias de um 
programa de melhoramento de plantas.

Fenotipagem de Alto Rendimento 
na Produção Agrícola

As tecnologias de fenotipagem HTP surgiram na última década graças a 
modernização tecnológica, promovendo a redução no custo de implementação de 
sensores, o implemento da visão computacional, a automação de fluxo de trabalho 
e tecnologias avançadas de aprendizado de máquina. Um sistema HTP abrangente 
é composto por hardware de suporte (sensores e plataformas) e componente de 
computação (processamento e análise de dados). Os sensores amplamente utilizados 
na tecnologia HTP são principalmente sensores que não possuem contato diretamente 
com o alvo (plantas) e não invasivos, como câmeras digitais - por exemplo, visível ou 
RGB (vermelho, verde e azul), multiespectral, hiperespectral e câmeras térmicas - e 
sensores de profundidade tridimensionais (LiDAR). Esforços têm sido empregados para 
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integrar os avanços na tecnologia de sensores aos sistemas de HTP desenvolvidos, 
principalmente pelo setor industrial. As plataformas de automação comumente usadas 
incluem sistemas de automação baseados em trilhos (Zhou et al., 2018), sistemas 
robóticos internos e externos (Zhao et al., 2019; Yang et al., 2020), e aeronaves 
remotamente pilotadas (RPA, Remotely Piloted Aircraft) (Yang et al., 2017).

Os sensores HTP podem ser classificados com base na fonte da radiação detectada 
(ativa ou passiva), a porção do espectro eletromagnético utilizada e, ainda, subdivididos 
pelo tipo de dados que são retornados (por exemplo, imagem ou valor digital). Ambos 
os sensores ativos e passivos medem a energia refletida. O sensor do tipo ativo emite 
energia que é então detectada, enquanto que o passivo depende da radiação externa 
(solar, por exemplo) refletida em um objeto (Barmeier; Schmidhalter, 2017). Sensores 
ativos populares usados   em HTP, como LiDAR e sensores ultrassônicos, são úteis 
para gerar nuvens de pontos 3D, que podem ser usadas para extração da arquitetura 
do dossel (Conn et al., 2017), altura da planta (Wang et al., 2018) e biomassa acima 
do solo (Pittman et al., 2015). Os sensores passivos consistem em multiespectrais, 
hiperespectrais, RGB, fluorescência e infravermelho térmico. Os sensores espectrais 
geram informações de características fenotípicas, utilizando a relação entre a refletância 
medida de um dossel ou outro tecido vegetal com as várias características fisiológicas 
que controlam a resposta fenotípica observada. As características fisiológicas são 
derivadas de valores de refletância de regiões do espectro eletromagnético (Parmley 
et al., 2019) e índices de vegetação que estão associados a processos bioquímicos na 
planta (Xu et al., 2017). As câmeras RGB são sensores acessíveis e escaláveis   que têm 
sido usados   extensivamente em pesquisas para medir a cobertura do dossel (Xavier et 
al., 2017), biomassa acima do solo (Ballesteros et al., 2018), detecção e estimação de 
estresse (Dobbels; Lorenz, 2019), altura de plantas (Volpato et al., 2021b), avaliação 
de doenças (Nagasubramanian et al., 2018) e muitos outros propósitos. Diversos 
sensores estão disponíveis para aplicações HTP, no entanto, sua utilidade depende 
da versatilidade, significância das correlações entre características, acessibilidade e 
rendimento (Tao et al., 2022). 

Um dos componentes mais importantes de um sistema HTP é o processamento e 
análise dos dados coletados pelos sensores de fenotipagem. Os sistemas HTP atuais, 
especialmente os sistemas de imagem de alta resolução, estão projetados para coletar 
dados de alta dimensão em larga escala a nível de campo. No entanto, um dos principais 
gargalos da HTP é a manipulação de enormes conjuntos de dados ou big data, os 
quais muitas vezes não são satisfatoriamente explorados devido à falta de capacidade 
operacional disponível (Blumenthal et al., 2020; Yang et al., 2020). Portanto, uma das 
tarefas urgentes para implementação dos métodos de HTP é desenvolver estruturas 
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ou esquemas de trabalho para o processamento e análise de dados de forma mais 
eficiente, e que se possa traduzir os dados coletados pelos sensores para características 
de interesse das culturas trabalhadas em programas de melhoramento. Mais esforços 
devem ser feitos para desenvolver e integrar tecnologias emergentes, como computação 
em nuvem e o uso de tecnologia computacional de ponta em sistemas HTP, entre eles 
a inteligência artificial (IA) e suas subáreas: aprendizado de máquina (ML – Machine 
Learning), e aprendizado profundo (DL – Deep Learning). Os algoritmos de ML e DL 
são abordagens promissoras para análises mais rápidas, mais eficientes e melhores 
para descobertas significativas. Os métodos de aprendizado de máquina são hábeis 
em extrair padrões e características de uma grande quantidade de dados, inerentes às 
plataformas HTP. O aprendizado de máquina trouxe melhorias rápidas na capacidade 
de identificar, classificar, quantificar e prever características (Singh et al., 2021). Com os 
esforços contínuos da comunidade cientifica e tecnológica, HTP pode potencialmente 
ser o componente chave para resolver a equação de ganho genético do melhoramento 
de plantas e acelerar o processo de lançamento de novas variedades com características 
de interesse agronômico, resultando assim em maiores ganhos de produtividade no 
campo e menor uso de recursos não renováveis, tais como os insumos agrícolas.

Aplicação da Fenotipagem de Alto 
Rendimento no Melhoramento de Plantas

A fenotipagem de alto rendimento vem se transformando cada vez mais desde a 
última década, permitindo a transição da fenotipagem manual tradicional para sistemas 
totalmente automatizados. O progresso na área de fenotipagem de plantas está se 
tornando viável devido ao rápido desenvolvimento tecnológico de sensores e da 
capacidade computacional, assim como o emprego de algoritmos de processamento 
de dados mais eficientes. Nesse sentido, diversos parâmetros fenotípicos podem 
ser estimados ou preditos, incluindo taxa de crescimento da planta, altura, data de 
maturidade, acamamento, tolerância a estresses abióticos e bióticos, entre outros (Tao 
et al., 2022). Fenotipagem de boa qualidade tende a produzir resultados desejáveis, 
portanto, os pesquisadores que pretendem utilizar a HTP em seus esquemas 
de desenvolvimentos de cultivares devem seguir com critério os protocolos de 
sensoriamento remoto, de qualidade na obtenção das imagens e extração de dados e, 
principalmente, ter a clara definição das estratégias de análises estatísticas.  

Os sistemas HTP de campo podem medir diferentes parâmetros fenotípicos no 
nível do dossel ao longo do desenvolvimento da cultura. Por exemplo, a dinâmica da 
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cobertura vegetal, altura média, e índices de vegetação podem ser medidos diariamente 
ou semanalmente. Embora os melhoristas de plantas usem parâmetros de média de 
parcela para avaliar linhagens de melhoramento, informações mais detalhadas podem 
ser obtidas ou recuperadas se os sistemas HTP forem capazes de realizar a medição 
ao nível de planta e, até mesmo, obter dados unitários de folhas. No entanto, ainda é um 
desafio medir com precisão os parâmetros fenotípicos a nível de planta na condição de 
campo com precisão e alta resolução espaçotemporal. Os fatores ambientais, como a 
perturbação do vento, a mudança da radiação solar recebida e o posicionamento dos 
sensores são as principais restrições. 

As plataformas HTP de campo podem ser categorizados em instalações 
terrestres fixas de grande escala e plataformas móveis. Os sistemas HTP mais 
comum utilizados atualmente incluem plataformas móveis terrestre (robôs) e aéreas 
(drones). Os veículos terrestres móveis geralmente têm uma capacidade de carga e 
tempo de bateria superior em comparação com as plataformas aéreas. As plataformas 
terrestres podem variar de veículos empurrados manualmente de baixo custo a robôs 
de campo totalmente automatizados especificamente projetados. As plataformas 
aéreas, por sua vez, têm maior rendimento de fenotipagem e acessibilidade de campo 
durante todo o estádio de desenvolvimento da cultura (Li et al., 2019). Os sistemas 
terrestres fixos de grande escala podem desempenhar um papel vital no teste de 
diferentes combinações de sensores sob diferentes condições de trabalho, devido 
às suas vantagens de carga de sensores, suplemento energético e precisão de 
posicionamento. Entretanto, o custo do sistema de larga escala geralmente é muito 
maior do que o das plataformas móveis (Kirchgessner et al., 2016). Um sistema HTP 
fixo de grande escala a campo tem a capacidade de realizar a coleta de dados em 
resoluções espaçotemporais com alta repetibilidade e com o mínimo de perturbação 
de campo. Um exemplo é o programa Renewable Agriculture Phenotyping Reference 
Platform (TERRA-REF), localizado na estação de Maricopa-AZ, da Universidade 
do Arizona (EUA), que visa transformar o melhoramento de plantas usando 
sensoriamento remoto para quantificar características  como arquitetura da planta, 
absorção de carbono, química dos tecidos, uso da água e outros recursos, com o 
objetivo de prever o potencial de produtividade e resistência/tolerância a estresses  
(https://terraref.org/). Assim, em termos gerais, pode-se classificar as plataformas 
de fenotipagem de plantas em três tipos básicos: (1) plataformas terrestres, (2) 
plataformas aéreas e (3) plataformas espaciais (Li et al., 2022).

(1) Plataformas terrestres: (a) Plataformas fixas do tipo correia transportadora: 
adequado para uso interno, possui a vantagem em coletar dados em tempo real devido 
à facilidade de transporte e substituir amostras dentro da área experimental (plantas/

https://terraref.org/


232

Melhoramento de precisão: aplicações e perspectivas na genética...

vasos). (b) Plataformas fixas do tipo cavalete/pórtico/guindaste: elevada precisão 
e potencial para coleta de medidas repetidas ao longo do dia. Construído por meio 
de um dispositivo de caminhada sentido XY que facilita sua adaptação a diferentes 
tipos de amostra. De custo elevado, pode ser construída em casas de vegetação 
ou no campo de forma fixa, o que limita a área observada (ex. TERRA-REF). (c) 
Plataformas do tipo suspensão: operação contínua, boa repetibilidade e alta precisão 
de medição. Normalmente são de custo elevado e cobrem um número limitado de 
áreas. (d) Plataformas acopladas em veículos: geralmente são sensores em barras/
suportes associadas a máquinas agrícolas (tratores, por exemplo). Ampla adaptação 
a diferentes culturas agrícolas e ambientes, facilidade em cobrir grandes áreas devido 
ao baixo custo, e facilidade de instalação e operação. No entanto, limitações como a 
roda larga de um trator, peso do equipamento, velocidade de movimentação e baixa 
altura do corpo do veículo restringem a coleta de dados às plantas de porte baixo e/ou 
em estágios iniciais de desenvolvimento. 

(2) Plataformas aéreas: (a) Helicópteros/aviões tripulados: coleta de dados 
em alturas elevadas, maior eficiência em cobrir grandes áreas, e pode carregar 
equipamentos e sensores pesados. No entanto, possui custo elevado e geralmente 
menor resolução nas imagens. (b) Aeronaves Remotamente Pilotadas (RPA) ou 
Veículo Aéreo Não Tripulado (VANT): também conhecidos como drones, podem ser 
de asas fixas ou multirotor. Se destaca como a metodologia mais amplamente utilizada 
em melhoramento de plantas devido ao baixo custo, coleta de dados em baixas alturas, 
captura de imagens com qualidade e de alta resolução, além da facilidade/precisão na 
aquisição de detalhes (adequado para avaliação de parcelas experimentais). Como 
desvantagens, pode-se citar a necessidade de elevado número de baterias para cobrir 
grandes áreas de fenotipagem, e a capacidade máxima de carga para realizar os voos, 
pois alguns sensores possuem peso além do limite de carga de voo, o qual restringe a 
utilização de modelos de baixo custo.

(3) Plataformas espaciais: (a) Plataformas de satélite: adequada para monitorar 
grandes áreas de cultivo. Portam inúmeros sensores como frequências ópticas, 
térmicas, micro-ondas e de fluorescência, permitindo a coleta de grandes quantidades 
de dados em curto período de tempo. Apesar da menor precisão e qualidade das 
imagens, o fato de fornecerem informações recorrentes permite sua ampla utilização 
na avaliação das condições agrícolas em diferentes momentos do ciclo de crescimento 
dos cultivos. Suas aplicações incluem a previsão de rendimento, preparação do campo, 
monitoramento da sanidade da cultura, irrigação e manejo específico do local. Com o 
desenvolvimento das tecnologias e a elevação da resolução e qualidade das imagens, 
sua utilização vai se tornar cada vez mais frequente no melhoramento de plantas.



233

Capítulo 9  ▪  Fenômica

Elaborando o Pipeline de Fenotipagem 
para o Uso de Drones 

Na Figura 1 são apresentadas as principais etapas a serem realizadas no 
programa de melhoramento utilizando RPA ou VANT para a coleta e extração de 
dados. A seguir, discutiremos com mais detalhes as etapas básicas desse esquema 
de trabalho que é adotado pela maioria dos programas de melhoramento de plantas, 
o qual se inicia pelas normas e regulamentações de voos até a extração e coleta 
dos dados das imagens. No entanto, antes de se realizar qualquer atividade por 
meio de RPA, o piloto ou o responsável pelos voos deve atender algumas demandas 
regulamentares da legislação nacional para preparar e ajustar o campo experimental 
antes do período de voos. 

Figura 1. Principais etapas de fenotipagem de um esquema de trabalho referente a um 
programa de melhoramento de plantas utilizando imagens coletadas via drone. A) Plano de voo, 
B) Captura das imagens por meio de sensores acoplados. C) Organização e agrupamento das 
imagens. D) Segmentação das parcelas experimentais.
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Pré-requisitos de voo

Após a escolha da plataforma de fenotipagem, o pesquisador necessita realizar 
alguns pré-ajustes e atender algumas normas vigentes para iniciar a coleta de dados. O 
responsável por realizar os voos no campo experimental deve atentar, primeiramente, 
para as normas e condições regulamentares de cada região.  Entender como registrar 
os equipamentos junto aos órgãos brasileiros competentes e suas principais regras 
de uso é fundamental antes mesmo da aquisição do equipamento de fenotipagem. 
Para fins de demonstração didática, vamos abordar mais detalhadamente as normas 
brasileiras da Agência Nacional de Aviação Civil (ANAC, https://www.gov.br/anac/pt-br/
assuntos/drones) aplicadas a RPAs. É importante também estar atento ao Regulamento 
Brasileiro de Aviação Civil Especial nº 94/2017 (RBAC-E nº 94/2017), e às normas de 
operações de drones estabelecidos pelo Departamento de Controle do Espaço Aéreo 
(DECEA) e pela Agência Nacional de Telecomunicações (ANATEL).

Para planejar a aquisição do equipamento de fenotipagem, o drone, por exemplo, 
o pesquisador deve atentar não somente para o tipo de dado fenotípico a ser coletado 
ou sensor disponível, mas também para as normas vigentes de voos para uma 
determinada área de melhoramento. Locais experimentais ideais para uso de drones 
na coleta de dados devem estar distantes de um aeródromo, aeroporto, grupo de 
pessoas e rodovias principais, de acordo com as recomendações vigentes da ANAC. 
Além disso, áreas planas e sem relevo evidente devem serem preferidas, pois podem 
favorecer o processamento e acurácia na análise dos dados das imagens e evitar 
possíveis ruídos nas imagens. Não será abordado neste capítulo, mas atualmente 
existe um grande entrave para o uso de drones comerciais de pulverização agrícola, 
pois devido ao seu alto peso de decolagem (geralmente superior a 25 kg) e baixa 
altura de voo, as restrições de localidade e segurança podem inabilitar a utilidade do 
equipamento para um determinado local experimental.

Ao realizar a aquisição de um drone, o responsável necessita cadastrar o 
equipamento junto a ANAC (plataforma SISANT). Geralmente esses equipamentos 
para uso não recreativo possuem peso máximo de decolagem acima de 250 g e menor 
que 25 kg (somando o peso do equipamento, de sua bateria e de eventual carga), o 
que os classifica como RPA de Classe 3. Outro ponto importante é estar atento à altura 
de voo, que pode variar consideravelmente, dependendo de vários fatores, como 
modelo do drone, tipo de sensor utilizado, resolução da imagem desejada e objetivo 
da pesquisa. Atualmente, os modelos mais comuns de drones disponíveis no mercado 
são drones de asas fixas e drones de multirotores ou multi-hélices, conforme descrito 
anteriormente. No entanto, essa última classe de drones é a mais acessível e utilizada 

https://www
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na fenotipagem de plantas, na qual a altura de voo recomendada geralmente não 
ultrapassa os 120 m (400 pés) de altitude acima do solo. Casos em que o pesquisador 
necessita realizar voos superiores a 120 m acima do nível do solo, o piloto remoto do 
aeromodelo deverá possuir licença e habilitação (certificado de aeronavegabilidade), 
além do equipamento ser registrado na ANAC. Adicionalmente, para voos acima de 
120 m de altitude do solo o operador também deve ficar atento a diversos outros 
requisitos de documentos da aeronave e autorização de projeto de voos. Neste 
capítulo, iremos abordar um estudo de caso no qual o RPA pertence a Classe 3, ou 
seja, não é necessária a obtenção do Certificado de Aeronavegabilidade Especial para 
RPA – CAER, segundo as normas e diretrizes da ANAC. Nesse tipo de classe, o drone 
deve ser operado na linha visual (VLOS) e até 400 pés (aproximadamente 120 m) 
acima do nível do solo e ser cadastrado no Sistema de Aeronaves não Tripuladas 
(SISANT – https://www.gov.br/anac/pt-br/assuntos/drones/cadastro-de-drones). As 
regras e normas para operação de um RPA nos EUA, por exemplo, são diferentes 
das exigidas no Brasil. Para essa classe de drones, o piloto remoto responsável deve 
possuir o certificado de Piloto Remoto de Pequenas Aeronaves Não Tripuladas (Part 
107) emitido pela FAA (Federal Aviation Administration). Além disso, dependendo da 
instituição onde irá realizar as atividades de voo, o piloto deve obter aprovação legal 
da própria instituição para a coleta de dados utilizando os RPA. 

Preparo do campo experimental 

Após a aquisição do equipamento e da obtenção de todos os documentos legais 
exigidos para realizar os voos, o próximo passo é o preparo do campo experimental 
de melhoramento. Como já mencionado anteriormente, deve-se preferir locais mais 
planos, distante de aeródromo ou aeroporto e com condições climáticas favoráveis. 
Áreas com histórico de ventos fortes constantes e de excesso de chuvas e más 
condições de drenagem tendem a dificultar o planejamento do número de voos, assim 
como aumentar o ruído no processamento das imagens. Após delimitadas as áreas dos 
ensaios experimentais, é importante o pesquisador estar atento à distribuição do Pontos 
de Controle Terrestres (GCPs – Ground Control Points) ao longo do campo. Os GCPs 
são pontos cujas coordenadas são conhecidas e podem ser facilmente identificadas nas 
imagens, cujo objetivo é georreferenciar os projetos de fenotipagem a fim de reduzir 
o ruído nas imagens. Portanto, os GCPs podem ser quaisquer marcas no campo 
experimental feitas com algum objeto ou placas, de forma que seu centro possa ser 
visto nas imagens aéreas e possuírem coordenadas geográficas capturadas por algum 
instrumento acurado de georreferenciamento, como por exemplo utilizando o RTK (real 
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time kinematic). Recomenda-se inserir os GCPs nas extremidades de cada ensaio e ter 
alguns localizados no seu centro, de modo que, no mínimo, três a seis GCPs devam ser 
posicionados de forma equidistantes ao longo de toda extensão do campo. No passo 
seguinte, essas marcações serão utilizadas para corrigir o georreferenciamento pixel a 
pixel do projeto, e a maioria dos softwares que realizam essa etapa aceitam, no mínimo, 
três marcações. O incremento do número de GCPs distribuídos ao longo do campo 
experimental tende a aumentar consideravelmente a acurácia de georreferenciamento 
e redução do ruído, principalmente em terremos com alta desuniformidade do solo e 
em ensaios experimentais consideravelmente grandes. Os GCPs devem permanecer 
no campo durante todo o desenvolvimento da cultura e coleta de dados, e devem ser 
fotografados em todos os voos durante as coletas de imagens no campo. Além disso, 
uma grande vantagem do uso dos GCPs é permitir melhor sobreposição das delimitações 
das parcelas experimentais, facilitando o desenho de polígonos ou grid shapefile, os 
quais são gerados apenas uma vez para todos os projetos (voos).

Plano de voo e preparo 

O plano de voo é uma etapa fundamental durante a etapa de coleta de dados, pois 
pode determinar diretamente a qualidade das imagens e influenciar nos resultados da 
fenotipagem (Figura 1A). O plano de voo consiste no mapeamento da área de voo, 
devendo indicar as configurações utilizadas durante o voo pelo RPA. O software será 
responsável por enviar esses dados e configurações para o drone, o qual irá executar 
a missão. Existem, atualmente, diversos softwares que fazem o plano de voo, entre 
eles DJI Go, Pix4D Capture, DJI GS Pro, etc. Como cada um tem suas peculiaridades, 
se fará uma abordagem mais abrangente, considerando as configurações principais: 
grid de mapa, altitude, sobreposição, e tempo estimado de voo. 

O plano de voo deve ser executado anteriormente à ida ao campo, no entanto, para 
maior assertividade do local de voo, recomenda-se a confirmação das extremidades 
do grid da missão percorrendo o campo. Essa tarefa pode ser feita apenas uma vez, 
pois os demais voos de uma determinada área experimental podem adotar as mesmas 
configurações e ajustes. No plano de voo, o percurso do drone deve cobrir com sobras 
laterais o ensaio experimental, recomendando-se ao menos 75 % de sobreposições 
laterais e verticais das imagens. O pesquisador deve atentar para o tempo de voo, uma 
vez que a vida útil da bateria durante o voo costuma ser curta e, em grandes áreas, a 
quantidade de baterias disponíveis pode ser um problema para a coleta das imagens 
planejadas no plano de voo. Por fim, a altura de voo é fundamental para se obter 
uma resolução de imagem desejável. Essa configuração vai depender principalmente 
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da característica que se deseja avaliar via imagens, mas também da quantidade de 
baterias (tempo de voo) e dos recursos computacionais para o processamento das 
imagens disponíveis. Um exemplo prático é a fenotipagem em larga escala para 
realizar a contagem de estande. Nesse caso, o voo deve ser feito em baixas altitudes 
a fim de aumentar a resolução das imagens (diminuir o tamanho dos pixels), pois o 
objeto alvo (planta em estádios iniciais de desenvolvimento) é bem pequeno. Logo, a 
quantidade de imagens do projeto aumenta consideravelmente, requisitando maiores 
recursos computacionais para o processamento da grande quantidade de imagens 
obtidas durante o voo.  Por outro lado, características que não exigem alta resolução 
de imagens (altura de planta, por exemplo), tendem a utilizar muito menos recursos 
para o processamento das imagens. 

Por fim, para preparar todos os componentes necessários para executar a missão 
de voo, o pesquisador deve estar atento a algumas condições técnicas antes mesmo 
de ir ao campo, como por exemplo: atualizar todos os softwares de voo e pilotagem, 
realizar a carga das baterias do drone, do controle e do tablet ou iPad. Além disso, as 
condições climáticas devem ser verificadas com antecedência por meio de aplicativos 
específicos que recomendam o melhor dia e horário de voos.

Captura das imagens

Uma vez checado todos os requisitos legais de voo e estabelecidas as configurações 
do plano de voo para a decolagem do drone, o voo pode ser realizado com qualidade e 
segurança (Figura 1B). Também não se irá abordar neste capítulo os aspectos técnicos 
de como realizar os voos, no entanto se recomenda que cada grupo de pesquisa ou 
equipe tenha seu próprio protocolo de voo elaborado e que todos estejam familiarizados 
em realizar todas as etapas de forma mais uniforme possível. Um ponto crucial são 
os horários de voos, pois as condições de luminosidade podem influenciar muito a 
refletância do objeto alvo em estudo e os resultados serem bastante influenciados pelo 
sombreamento. Sempre que possível, evitar voos com céu nublado e ventos fortes, a 
fim de reduzir o ruído do efeito do sombreamento e das movimentações das plantas, 
respectivamente. Em geral, recomenda-se a coleta das imagens ao meio-dia solar da 
região para reduzir o sombreamento entre plantas e garantir o máximo de iluminação 
do dia.

Dependendo do tipo de sensor (câmera) a ser utilizado durante o voo, o pesquisador 
deve adotar algumas práticas de qualidade para o ajuste do equipamento antes 
da decolagem, entre elas a calibração radiométrica. As correções radiométricas 
são usadas para melhorar a qualidade dos dados, permitindo corrigir a refletância 
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da imagem, levando em consideração a iluminação do local e a influência do 
sensor (câmera multiespectral, por exemplo). Essa etapa é necessária para poder 
comparar imagens tiradas em diferentes pontos no tempo sob diferentes condições 
climáticas e calcular valores de índice confiáveis. Os valores de pixel das imagens 
dependem das condições de iluminação e das configurações do sensor da câmera, 
entre outras variáveis, as quais geralmente mudam entre os voos. A calibração 
radiométrica resolve esse problema, compensando variáveis   externas para estimar 
uma propriedade física do campo. Logo, essa correção permite comparar dados de 
diferentes dias ou locais, o que é muito comum em programas de melhoramento de 
plantas.

Durante o voo, o drone irá seguir as configurações adotadas no plano de voo, em 
que a quantidade de fotos tiradas será dada em função basicamente da altura de voo 
e da porcentagem de sobreposição de imagens. As imagens geralmente são salvas no 
formato JPEG ou PNG para futuras análises. Dependendo do tipo de sensor utilizado, 
as imagens podem ser obtidas no formato de cores que são visíveis ao espectro de 
luminosidade sensível humano, conhecidas como RGB. Neste caso, apenas uma 
imagem possui as três bandas (vermelho, verde, e azul), sendo que esse tipo de sensor 
produz o conjunto de dados que comumente chamamos de ortomosaicos. No caso de 
câmeras que possuem vários canais de bandas, como as câmeras multiespectrais, 
cada banda é salva separadamente, e, nesse caso, são utilizadas para a geração dos 
mapas de refletâncias, que por sua vez são utilizados para a obtenção dos índices 
vegetativos. 

Agrupamento das imagens

Considerando o esquema de trabalho mais comumente utilizado na fenotipagem 
atualmente, as imagens obtidas pelas câmeras RGB podem gerar os ortomosaicos 
(Figura 1C). Ortomosaico é um produto de imagem ortorretificado fotogrametricamente 
de uma coleção de imagens, em que a distorção geométrica foi corrigida e as 
imagens foram balanceadas em cores para produzir um conjunto de dados de 
mosaico contínuo, ou seja, as imagens em formato original são utilizadas para se 
agruparem e são corrigidas pixel a pixel para formar a imagem completa da área 
experimental sobrevoada. Esse método remove as distorções de perspectiva das 
imagens usando o modelo de superfície digital ou superfície de terreno e consegue 
trabalhar com todos os tipos de superfícies, bem como grandes conjuntos de dados 
(Ruzgiené et al., 2015). As distâncias são preservadas e, portanto, o ortomosaico 
pode ser usado para medições. Dentre as diversas funcionalidades, pode-se utilizar 
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as informações obtidas pelo ortomosaico para extrair informações de características 
morfológicas das plantas em avaliação, assim como gerar os índices vegetativos 
oriundos das bandas RGB.  

Atualmente, diversos softwares de fotogrametria podem serem utilizados na 
obtenção do ortomosaico e, dentre os mais conhecidos, tem-se Pix4D, Agisoft 
PhotoScan e o Open-Drone-Map (ODM). Durante essa etapa do processamento das 
imagens, os GCPs são utilizados para a realizar a georreferência das imagens pixel 
a pixel, como citado anteriormente. Diferentemente dos sensores de profundidade 
tridimensionais, como o LiDAR, esses softwares de fotogrametria se baseiam 
nos algoritmos de Structure from Motion (SfM). Esse método SfM é uma técnica 
que utiliza uma série de imagens bidimensionais para reconstruir a estrutura 
tridimensional de uma cena ou objeto. O SfM pode produzir modelos 3-D baseados 
em nuvem de pontos semelhantes ao LiDAR, e pode ser usado para criar modelos 
de superfície digital de alta resolução (incluindo modelos digitais de elevação) e 
modelos de objetos utilizando câmeras digitais. Os avanços da tecnologia na área de 
computação gráfica, juntamente com o desenvolvimento de novas câmeras digitais 
e de aeronaves remotamente pilotadas nos últimos anos, possibilitaram o uso dessa 
tecnologia para uma ampla gama de usuários gerarem modelos 3-D de forma rápida 
e acurada.

Segmentação das parcelas

A etapa de segmentação e identificação das parcelas experimentais, a qual é 
comumente conhecida por field-grid ou shapefile, pode ser elaborada de diversas 
maneiras, entre elas por meio de bibliotecas do software R (UAStools e FIELDimageR), 
Python e ferramentas de GIS como o QGIS e ArcGIS, por exemplo (Figura 1D). Essa 
etapa, apesar de ser relativamente simples, tem um peso muito grande no resultado 
final das análises. Para o incremento da acurácia da característica em avaliação, a 
assertividade da delimitação das parcelas deve ser alta, uma vez que os dados são 
formados pelos valores dos pixels referentes ao alvo em estudo.  Portanto, somente 
pixels pertencentes a esse alvo (neste caso a parcela experimental de melhoramento) 
devem ser utilizados para contabilizar uma dada informação da parcela. 

Em análises de dados coletados ao longo do tempo por vários voos de uma mesma 
área experimental, os GCPs têm uma função fundamental na elaboração dos grid-
shapefiles. A elaboração da segmentação das parcelas é uma etapa relativamente 
simples, mas pode se tornar uma tarefa muito dispendiosa, dependendo do tamanho 
do campo experimental e das dimensões das parcelas. Portanto, manter padronização 
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entre tamanho de parcelas, enquadramento experimental bem feito, e a mesma 
posição geográfica dos diversos projetos (ortomosaicos) ao longo dos voos, reduzem 
o tempo gasto para a elaboração das segmentações das parcelas, pois, nesse caso, 
essa etapa pode ser elaborada uma única vez. 

Análise de Dados da Fenotipagem de 
Alto Rendimento na Prática

Para ser válida em um programa de melhoramento de plantas, a Fenômica precisa 
beneficiar ao menos um dos parâmetros de ganho de fenotipagem, quais sejam: (1) 
custo da operação, (2) tempo de realização, (3) qualidade de dados e (4) bem-estar 
do colaborador. 

Custo é um fator limitante para a fenotipagem de muitas características, como as 
relacionadas a análises laboratoriais químicas. Alguns exemplos são as características 
relacionadas à qualidade nutricional (ex. concentração de proteína bruta, celulose, 
fibra, etc.), compostos químicos primários e secundários, teor de açúcares, tipos de 
lipídeos, entre muitos outros. Nesse caso, tecnologia como a Near Infrared Reflectance 
Spectroscopy (NIRS) vem sendo excelente opção para o ganho em rendimento de 
trabalho e redução de custos, permitindo, por exemplo, ampliar o número de parcelas 
experimentais e, consequentemente, a variabilidade genética avaliada por geração de 
seleção (Molano et al., 2016). Um exemplo é relatado no melhoramento de forrageiras 
tropicais, em que a tecnologia NIRS permitiu ampliar o tamanho experimental de 
centenas de parcelas para milhares de parcelas em fases iniciais (Mazabel et al., 
2020). 

Em outra esfera, indo além dos drones, com base em modelos estatísticos e 
algoritmos de aprendizado de máquina, também é possível estabelecer relações entre 
os espectros obtidos por NIRS e as variáveis de interesse, permitindo a predição 
de características ou propriedades que seriam difíceis de medir diretamente, como 
inúmeras características da madeira em Eucalyptus spp., tal como a densidade básica 
e o rendimento de celulose (Castro et al., 2019), prever a qualidade em grãos (Barbon-
Junior et al., 2020) e na determinação do teor de açúcares solúveis (como o BRIX) em 
frutas (Walsh et al., 2020). 

Tempo e custo estão fortemente associados e, assim, a redução do tempo para 
obtenção dos dados pode acelerar a tomada de decisão e, potencialmente, aumentar 
o ganho genético. Segundo a famosa equação do melhorista, o tempo, por estar 
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no denominador, provoca a redução do ganho genético e, assim, ao reduzir esse 
tempo, o melhorista consegue maximizar os potenciais ganhos com a seleção. Um 
grande exemplo é a possibilidade de desenvolver modelos preditivos de produtividade 
e crescimento, podendo associá-los a marcadores moleculares (Toda et al., 2021) 
ou mesmo praticar a seleção em fases iniciais, em que normalmente os dados de 
produtividade não são coletados devido ao grande número de parcelas, como por 
exemplo, no melhoramento da batata. Informações podem ser coletadas com 
sensores embarcados em drones para avaliação da curva de crescimento esperada 
dos genótipos e, nesse caso, as testemunhas são fundamentais para o ajuste do 
modelo. Um exemplo é o uso de (1) altura de plantas estimada e (2) índices vegetativos 
coletados durante o ciclo da cultura da batata para predição da produtividade final 
(Figura 2A). Os valores preditos por parcela são então colocados em aplicativos 
digitais (celulares ou tablets, por exemplo) e usados pelo melhorista para dar suporte 
no momento da seleção visual. Normalmente, em fases iniciais do melhoramento, 
somente características de alta herdabilidade são selecionadas, como cor da casca, e 
formato e deformações no tubérculo. Dessa forma, por antecipar um ciclo na seleção 
para produtividade, o melhorista consegue elevar o ganho de seleção esperado.

Se você trabalha com análise de dados, provavelmente já deve ter ouvido a frase 
em inglês “garbage in, garbage out” (lixo entra, lixo sai), que literalmente define 
uma coleta de dados malconduzida e sem protocolo. Qualidade de dados é um dos 
principais gargalos para uma seleção efetiva que tem sido relatado por melhoristas 
e pesquisadores. A qualidade na coleta de dados é a chave para o sucesso de um 
programa de melhoramento, e pode ser um grande problema quando resultar na 
eliminação de um genótipo superior, e/ou seleção de um ruim. Bons exemplos do uso 
de imagens para seleção são os casos de características categóricas ou que seguem 
escalas, como avaliação de doenças e maturidade (Matias et al., 2020). Por exemplo, 
avaliações de maturidade são normalmente baseadas no nível ou intensidade de 
verde em que os olhos do colaborador/melhorista estão diagnosticando, levando 
em conta a iluminação presente em determinado momento do dia. Os olhos são os 
sensores que levam à tomada da decisão em classificar um genótipo como precoce, 
moderado ou tardio. Conforme o esperado, os olhos de pessoas diferentes possuem 
morfologias diferentes e podem acessar a intensidade de verde de forma diferente. 
Assim, pensando em uma escala de 1 (precoce) até 9 (tardio) é muito fácil confundir 
notas próximas, podendo um colaborador/melhorista dar nota 5 para um genótipo que 
foi classificado como 7 por outro (Figura 2B). O uso de um único sensor embarcado em 
uma plataforma de fenotipagem auxilia na padronização da coleta de dados em todo o 
experimento, permitindo o cálculo de índices vegetativos associados à intensidade de 
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verde no campo. Isso promove a (1) redução do tempo da coleta de dados em áreas 
grandes, o que facilita manter a mesma iluminação entre leituras, e (2) transforma uma 
característica categórica em quantitativa, sendo assim muito mais acurada a tomada 
de dados para essa característica. 

O bem-estar do colaborador cada vez mais tem sido considerado como um 
parâmetro decisivo no melhoramento moderno. Algumas atividades de fenotipagem 
podem ser perigosas ou mesmo morosas e repetitivas, podendo levar ao desgaste 
das principais engrenagens do programa, os colaboradores. Assim, a inclusão de 
ferramentas ou mesmo novas formas de coleta de dados que facilitem e tornem mais 
prazeroso realizar uma atividade devem ser consideradas. Um grande exemplo é a 
contagem de número de plantas em campo, que demanda muitas pessoas e horas 
em pé, o que se torna exaustivo em dias ensolarados, comuns nas regiões tropicais. 
Reconhecimento digital das plantas seguido da contagem automatizada por parcela 
baseado em algoritmos de inteligência artificial e visão computacional têm sido cada 
vez mais implementados nos programas de melhoramento de todas as espécies 
(Karami et al., 2020; Wang et al., 2021). Outros exemplos são a contagem de quaisquer 
características cuja imagem segue um padrão passível de treinar uma máquina para 
o reconhecimento, como número de flores, esporos de fungos, sementes, grãos de 
pólen (Figura 2C), entre outros. 

Figura 2. A) Avaliação da curva de crescimento de dois genótipos de batata (G1 e G2) durante 
100 dias após o plantio por meio de características coletadas/calculadas com o uso de imagens 
aéreas multiespectrais (Dossel, NDVI e Altura). B) Ilustração de dois mosaicos mostrando 
o período de florescimento (todas as plantas verdes) e senescência em uma população de 
melhoramento de batata para avaliar maturidade relativa que tradicionalmente é avaliada por 
nota visual, variando de 1 (precoce) até 9 (tardio). O objetivo é fazer a avaliação por meio de 
índices vegetativos relacionados com a intensidade da cor verde. C) Uso de segmentação de 
imagens para diferenciar pixels de pólen do plano de fundo em uma imagem RGB e fazer a 
contagem dos objetos (pólens) na imagem binária (pixels com valor 1 referente ao pólen e 0 
referente ao plano de fundo).
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Exemplos de como Aplicar Fenômica 
para Avaliar Plantas

A aplicação de tecnologias digitais e técnicas de Fenômica para avaliar plantas no 
campo ou ambientes controlados é baseada na criatividade e inovação. Diferentes 
métodos e equipamentos podem ser utilizados em função da (1) disponibilidade, 
(2) custo, (3) praticidade, e (4) nível de exatidão/proximidade com o real desejado. 
Em muitos casos os valores oriundos de características digitais não são parecidos 
em termos de unidade com as características agronômicas tradicionais, no entanto, 
o rank (classificação) dos tratamentos é o mesmo. Neste caso, o pesquisador deve 
medir bem o custo-benefício da tecnologia utilizada para fazer a fenotipagem e os 
resultados/objetivos da atividade. 

Altura de Plantas e Acamamento

Em Fenômica, a altura de plantas é facilmente medida usando o modelo de 
altura do dossel (MAD) ou a altura estimada da planta (AEP) calculada por meio 
do modelo digital de superfície (MDS) ou por meio de um sensor baseado em laser, 
como LiDAR, a partir do qual os dados brutos podem ser transformados em uma 
nuvem de pontos tridimensional (3D) (Walter et al., 2019). O MDS é um produto 
da etapa de montagem do mosaico (orthomosaic) quando as imagens possuem 
informações georreferenciadas ou também chamadas de mapa de elevação de 
superfície. O método começa por coletar imagens antes das plantas começarem a 
emergir no solo, momento também chamado de “Imagem da Base do Solo” (Matias 
et al., 2020). As próximas imagens são coletadas mais tarde no ciclo de crescimento, 
quando as plantas já atingiram a altura desejada para ser avaliada no programa 
de melhoramento. No exemplo da Figura 3A, o MAD foi utilizado para avaliação 
de plantas de batata a 40 e 70 dias após o plantio (DAP). É possível identificar 
que alguns genótipos de maior ou menor estatura já eram visíveis em fases iniciais 
de crescimento, fato que se manteve ao longo do tempo. O melhorista pode, por 
exemplo, utilizar essa informação para antecipar a seleção de genótipos desejados 
e reduzir o tempo para o próximo ciclo. 

Outro exemplo do uso desta técnica é a avaliação do acamamento. Acamamento 
é quando as plantas perdem sua posição vertical, tornando-as difíceis de colher 
e reduzindo drasticamente a produtividade. No exemplo da Figura 3B, o primeiro 
conjunto de imagens foi coletado durante o florescimento, antes de um evento de 
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chuva forte que provocou o acamamento de alguns indivíduos na população de 
melhoramento de trigo (Matias et al., 2022). Outro conjunto de imagens foi coletado 
no dia seguinte para investigar a habilidade dessa abordagem na identificação de 
indivíduos acamados.  

Ao comparar a altura estimada de plantas (AEP) pelo modelo de dossel foi possível 
verificar que os genótipos com altas pontuações de acamamento também estavam 
entre as plantas mais altas aos 73 DAP (conjunto superior de boxplot, Figura 4A). Os 

Figura 3. A) Altura estimada de plantas (AEP) medida em 40 e 70 dias após o plantio 
(DAP) de batatas por meio do modelo de altura de dossel (MAD). B) Comparação 
das parcelas de uma população de melhoramento de trigo antes (florescimento) e 
depois de um evento de acamamento. C) Genótipo precoce de trigo ao lado de um 
genótipo tardio facilmente diferenciados por meio de índices vegetativos digitais. 
D) Contagem de sementes verdes em soja avaliadas por meio de segmentação de 
imagens.
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mesmos genótipos tiveram uma redução de AEP aos 74 DAP após a chuva, indicando 
que esses genótipos acamaram (conjunto central de boxplot, Figura 4A). Um terceiro 
voo para coletar imagens dessa população foi feito alguns dias mais tarde, aos 80 
DAP durante a fase de maturação. Ao calcular a AEP, foi possível diagnosticar que 
alguns dos genótipos que acamaram apresentaram elevada plasticidade fenotípica e 
retornaram à posição vertical (conjunto inferior de boxplot, Figura 4A). Essa informação 
pode ser usada pelo melhorista para inferir a capacidade de recuperação e selecionar 
potenciais genótipos de alto rendimento.

Figura 4. A) Efeito da altura estimada de plantas (AEP) com base no modelo digital de superfície 
(MDS) em relação à nota visual de acamamento. As imagens foram coletadas um dia antes (73 
DAP), um dia após (74 DAP) e uma semana após (80 DAP) um evento de acamamento causado 
por tempestade e ventos fortes. B) Regressão entre índices vegetativos e data de maturidade de 
trigo coletados entre 49 e 80 dias após o plantio (DAP). CIG (Chlorophyll Index – Green) e CIRE 
(Chlorophyll Index – Red Edge).

Maturidade relativa

A maturidade é outra característica importante no melhoramento de plantas e tem 
grande potencial para ser medida usando sensores embarcados em drones, pois está 
relacionada à intensidade da cor verde. Por exemplo, os índices de vegetação são 
ótimas ferramentas para identificar quando as plantas estão fisiologicamente prontas 
para serem colhidas (Volpato et al., 2021a). No exemplo da Figura 4B, uma regressão 
linear simples foi usada para avaliar a relação entre índices de vegetação (CIG e 
CIRE) e data de maturidade em trigo (Matias et al., 2022). É possível identificar um 
ótimo momento para coleta de dados com drones (dia de voo) por volta dos 65 DAP, 
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quando já é possível observar alta correlação entre as medidas coletadas no campo 
e o valor dos índices extraídos das imagens por parcela. No caso do trigo, o genótipo 
é considerado fenotipicamente maduro quando 50% dos pedúnculos das plantas na 
parcela estão amarelos, conforme representado à esquerda na imagem da Figura 
3C. Essa técnica pode ser utilizada também para avaliação de doenças ao nível 
de campo, deficiência ou intoxicação de nutrientes de solo, tolerância à deficiência 
hídrica, entre várias outras características medidas por meio da intensidade de cores 
na parcela (Shakoor et al., 2017). 

Contagem de sementes verdes 

Sementes de soja esverdeadas ocasionam deterioração na qualidade fisiológica 
do lote e impactam no estande final de plantas. Da mesma forma, na indústria, grãos 
verdes elevam o custo de processamento por reduzirem a estabilidade oxidativa do 
óleo e retardarem o processo de hidrogenação (França-Neto et al., 2012). Em geral, 
os atuais métodos de avaliação de qualidade de lotes de sementes são realizados 
de forma manual, sendo considerados de baixa efetividade e alta subjetividade. 
Como essa característica é avaliada por meio da coloração e da contagem das 
sementes/grãos, pode ser facilmente avaliada por processos digitais de identificação 
e quantificação. No Figura 3D, um sensor RGB comum de celular foi utilizado para 
identificar e contar sementes verdes em um lote de soja (Antunes Neto et al., 2020). 
O método de segmentação de imagens chamado thresholding ou limiar de corte foi 
utilizado primeiro para separar o que era semente do fundo da imagem e segundo 
o que era semente verde da comum. Esse método consiste em calcular um índice 
usando as diferentes camadas da imagem RGB (vermelho, verde e azul) para criar 
uma camada única em que o objeto de interesse se diferencie dos demais. Com isso, 
é fácil escolher um ponto de corte e informar os algoritmos para classificar os pixels 
da imagem em verdadeiro (1) ou falso (0), criando uma imagem binária que é utilizada 
para a identificação dos objetos isolados. Para identificação de objetos, diferentes 
algoritmos podem ser utilizados, no entanto, o algoritmo Linhas Divisoras de Água 
ou Watershed se destaca por sua praticidade e simplicidade. Ele calcula a matriz 
de distância entre cada pixel e utiliza esse critério para decidir se um pixel pertence 
a um objeto ou ao outro, determinando assim as bordas dos objetos. Esse método 
identificou 50 sementes na imagem como um todo e, em seguida, 11 sementes verdes 
(Figura 3D). A mesma técnica pode ser utilizada para contagem de frutos, pólen, flores, 
manchas de doenças, entre inúmeras outras aplicações em que a segmentação de 
imagem possa ser aplicada.
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Estudo de caso em detecção de plantas usando deep learning

Na fase inicial do ciclo de crescimento das plantas à campo pode se realizar 
voos para analisar/avaliar se houve germinação uniforme, e contagem de plantas 
que germinaram. A partir dessas informações, é possível realizar acompanhamento 
durante todo o ciclo fenológico de cada planta. Além da posição geográfica obtida 
por meio da identificação automática por algoritmos de visão computacional, o uso 
de imagens de sensores RGB ou multiespectral pode ser muito útil para análise de 
diversos fatores fenológicos. Todas os três tipos básicos de plataformas de fenotipagem 
de plantas descritos anteriormente (plataformas terrestres, plataformas aéreas e 
plataformas espaciais) podem ser usados para coleta das imagens em função da 
espécie (arquitetura e tamanho das plantas), área de avaliação (campo experimental 
ou produção) e tempo/custo de aquisição. 

Multilayer Perceptrons (MLP), CNN, Recurrent Neural Networks (RNN) e Long 
Short-Term Memory (LSTM) são alguns dos modelos de DL comumente usados   em 
aplicações de fenotipagem em culturas agronômicas (Singh et al., 2018; Niazian; 
Niedbała, 2020). Avanços recentes em automação, computação e tecnologia de 
sensores permitiram a coleta de dados fenotípicos em larga escala de alta resolução 
temporal. Essa grande quantidade de dados permitiu expandir algoritmos de DL com 
sucesso frente a uma ampla variedade de tarefas de fenotipagem de plantas. Existem 
diversas maneiras de identificar objetos em imagens usando algoritmos de visão 
computacional. Vale destacar que tanto os algoritmos tradicionais quanto os mais 
avançados necessitam de treinamento de redes neurais convolucionais. Nos últimos 
anos, com o avanço desses algoritmos baseados em redes neurais, houve grande 
aumento na precisão e confiabilidade dos resultados obtidos. A seguir, será descrito 
o passo a passo para desenvolver um algoritmo de contagem de plantas baseado em 
DL utilizando como exemplo um conjunto de dados público (Tseng et al., 2022).

Conjunto de dados (Dataset)

Para este exemplo, o conjunto de dados utilizado foi o RiceSeedling detection 
dataset, disponibilizado pelo Taiwan Agriculture Research Institute, (Yang et al., 
2021). Ele é formado por 600 imagens de 320 x 320 pixels e as anotações das 
localizações de cada planta (Figura 5A). As anotações estão em um formato XML 
com as informações dos bound boxes (caixas delimitadoras) dos objetos e a classe. 
Cada anotação compreende o identificador (ID) da imagem, a classe do objeto, e os 
quatro valores de coordenadas xmin, ymin, xmax e ymax, correspondente à posição 
do objeto na imagem (Figura 5B).
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Metodologia

Diversas arquiteturas de detecção de objetos foram criadas, e uma das mais 
utilizadas é a família YOLO (Redmon et al., 2016). Para este exemplo vamos utilizar 
a YOLOR, que é uma rede unificada que integra conhecimentos implícito e explícito. 
De forma resumida, pois não é o foco deste capítulo, esse método começa com o pré-
treinamento de uma rede de conhecimento implícito com todas as tarefas presentes 
no conjunto de dados COCO para aprender uma representação geral, ou seja, 
conhecimento implícito. Para otimizar tarefas específicas, YOLOR treina outro conjunto 
de parâmetros que representam conhecimento explícito. Tanto o conhecimento 
implícito quanto o explícito são usados para inferência.

Treinamento do modelo

Para treinar a arquitetura YOLOR foi utilizado o ambiente de computação em nuvem 
Google Colab, que possibilita o acesso a uma GPU para aceleração do treinamento. 
As imagens de entrada e as anotações foram separadas em dois conjuntos de 
dados, um para treinar o modelo, outro para testar o modelo (Figura 5C). Foi usado o 
framework Pytorch e posteriormente o clone do GitHub da implementação da YOLO. 
Posteriormente, os dados de treinamento foram carregados e treinados por 10 épocas. 
Maiores informações estão disponíveis no GitHub do projeto em https://github.com/
aipal-nchu/RiceSeedlingDataset. 

Resultados

Após o treinamento, os dados de teste foram utilizados para realizar a detecção 
das plantas. O modelo recebe a imagem de teste e retorna os bound boxes e a 

Figura 5. Passo a passo do desenvolvimento de um algoritmo de contagem de 
plantas. (A) Coleta de imagens, (B) identificação do objeto alvo, (C) treinamento do 
modelo com o máximo de imagens possível, (D) validação das imagens e verificação 
da acurácia do modelo, e (E) aplicação e contagem final.

https://github.com/aipal-nchu/RiceSeedlingDataset
https://github.com/aipal-nchu/RiceSeedlingDataset


249

Capítulo 9  ▪  Fenômica

classe do objeto (Figura 5D). Com o modelo treinado, é possível realizar um fluxo 
para predizer os objetos em um ortomosaico. Primeiro se divide o ortomosaico em 
imagens com o mesmo tamanho daquelas que foram usadas no treinamento. Essas 
imagens continuaram georreferenciadas e depois servirão para obter as coordenadas 
geográficas dos objetos detectados. A partir das predições de cada uma das imagens, 
obtém-se os pontos centrais dos objetos detectados e converte-se em coordenadas 
geográficas. Assim é possível obter um mapa de pontos de plantas detectadas para 
um campo inteiro (Figura 5E).

Considerações Finais
Fenômica é um antigo campo da ciência ao pensar em medidas manuais de 

fenotipagem, porém, é uma ciência nova e promissora em termos de dados digitais 
a serem explorados, e que podem ser aplicados não somente no melhoramento de 
plantas, mas também está se tornando proeminente em outras áreas de pesquisa, 
como fitotecnia, produção agrícola e agricultura de precisão. Os avanços tecnológicos 
do sensoriamento remoto, juntamente com o desenvolvimento de novos softwares 
de análise de dados e inteligência artificial, tendem a melhorar significativamente 
os resultados obtidos na fenotipagem e, consequentemente, de todo o esquema de 
trabalho do programa de pesquisa. A fenotipagem é mais uma ferramenta disponível 
ao melhorista dentre o seu conjunto de ferramentas que podem ser utilizadas no 
melhoramento de plantas. No entanto, metodologias sofisticadas de engenharia 
e softwares avançados para a análise de dados da Fenômica não substituem a 
necessidade de experimentação adequada e escolha apropriada dos métodos de 
melhoramento e análises estatísticas. A implementação adequada da HTP visando 
ganhos no melhoramento de plantas depende muito da validação metodológica e do 
esforço contínuo da comunidade cientifica. Plataformas de fenotipagem de baixo custo 
e a disponibilidade de códigos abertos devem ser incentivados e promovidos, o que 
exige esforços cooperativos entre as comunidades internacionais de fenotipagem de 
plantas. A rápida adoção dessas técnicas nos setores público e privado é facilitada pela 
capacidade de comparar essas medições com dados reais, fornecendo confiabilidade 
na tomada de decisão do pesquisador. Colaborações entre diferentes disciplinas 
são necessárias para realizar o potencial oferecido pelo HTP. Certas características 
complexas podem ser dissecadas por meio do estudo da Fenômica de plantas, como 
por exemplo, respostas que regulam os estresses abiótico e biótico, e a produtividade. 
Portanto, a HTP tem um grande potencial para beneficiar o melhoramento de plantas, 
contribuindo, deste modo, para a nova revolução digital no campo. 
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Introdução 
Genômica é a parte da genética dedicada ao estudo do genoma completo de 

organismos, e convencionou-se aplicar esse conceito a toda e qualquer análise 
molecular baseada no DNA dos indivíduos. Os avanços de tecnologias genômicas 
ampliaram a compreensão da variação de caracteres, tanto de herança mendeliana 
quanto de herança complexa, e regiões genômicas associadas a tais caracteres 
têm sido amplamente identificadas mediante estudos de mapeamento de ligação e 
análises de associação (Lin et al., 2022). A combinação da tecnologia de marcadores 
moleculares e do melhoramento de plantas é conhecida por “melhoramento molecular” 
e envolve um conjunto de atividades que visam o desenvolvimento de novas cultivares 
comerciais, mais produtivas e com maior valor agronômico agregado (Sharma et al., 
2021). 

As tecnologias de marcadores moleculares são aplicadas no melhoramento 
genético de plantas para diversas finalidades e compreendem tanto o seu uso em 
atividades de rotina, que visam aumentar a eficiência de seleção, quanto acelerar o 
tempo de obtenção de determinada cultivar comercial. A genotipagem também pode 
ser usada na caracterização de germoplasma, na determinação de identidade genética 
e pureza de sementes, no estudo da heterose, na introgressão de genes assistida por 
marcadores e no retrocruzamento assistido por marcadores. Adicionalmente, pode ser 
aplicada em atividades de pesquisa que busquem a identificação de genes de interesse 
agronômico para caracteres pouco complexos por meio das análises de mapeamento 
de QTLs (Quantitative Trait Loci), Estudos de Associação Genômica Ampla (do inglês 
genome-wide association studies – GWAS) e na piramidação gênica assistida por 
marcadores previamente identificados como associados a caracteres de interesse. 



Em especial, no melhoramento vegetal, a Seleção Genômica Ampla (SGA, do inglês 
genome-wide selection – GWS) é uma técnica cada vez mais popular para o avanço 
de gerações e o desenvolvimento de cultivares, na qual os marcadores moleculares 
são integrados ao esquema convencional de melhoramento vegetal e/ou utilizados 
para substituir a seleção fenotípica convencional (Grattapaglia, 2022).

A eficácia na aplicação de análise genômica para a identificação de regiões 
genômicas responsáveis pela expressão de caracteres fenotípicos em programas de 
melhoramento é fortemente dependente do tamanho do genoma da espécie, do seu 
hábito reprodutivo, da população de melhoramento utilizada (tamanho e relacionamento 
genético entre os indivíduos), da natureza genética do caráter fenotípico (tipo de 
herança e influência ambiental sobre ele) e da robustez e cobertura genômica das 
marcas moleculares empregadas. Além disso, o desequilíbrio de ligação (DL) 
genômico é um importante fator a ser considerado e, portanto, será bem enfatizado 
ao longo deste capítulo. O meio de desenvolvimento também afetará a estabilidade 
das regiões genômicas controladoras das características quantitativas (QTLs) e deve 
ser investigado no contexto de interações dos Genótipos com Ambientes (G × A), com 
o tempo de desenvolvimento e maturação (G × T), com as tecnologias de manejo 
aplicadas (G × M), ou mesmo as interações conjuntas entre todos esses fatores (G × 
A × T × M). É importante ressaltar que também deve ser considerado os backgrounds 
genéticos distintos sob a perspectiva da ocorrência de dominância alélica e interações 
gênicas, como a epistasia (Anilkumar et al., 2022).

Compreendendo a importância da análise genômica no contexto do Melhoramento 
de Precisão e da Agricultura de Precisão, este artigo de revisão tem como objetivo 
examinar os principais marcadores moleculares utilizados, as tecnologias disponíveis 
para identificação desses marcadores e explorar a aplicação dessas informações 
na caracterização molecular de genitores e linhagens, na seleção assistida por 
marcadores e nos estudos de associação genômica ampla. Busca-se fornecer uma 
visão abrangente dos avanços da análise genômica no Melhoramento de Precisão, 
contribuindo para o avanço da eficiência e produtividade agrícola.

Marcadores Moleculares mais 
Utilizados em Análise Genômica

O que se deseja de um marcador molecular é que o sistema de genotipagem 
utilizado seja de custo acessível, rápido, reproduzível e capaz de discriminar 
geneticamente os acessos. Os marcadores microssatélites (ou SSR, simple 
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sequence repeats) foram desenvolvidos na década de 1980, e foram rapidamente 
adotados por serem capazes de detectar vários alelos por loco, apresentarem um 
alto nível de polimorfismo decorrente das elevadas e heterogêneas taxas de mutação 
e um padrão de segregação codominante, ou seja, capaz de diferenciar indivíduo 
homozigoto do heterozigoto para determinado loco com elevada precisão (Kumar et 
al., 2022). Embora os marcadores SSRs sejam uma valiosa ferramenta de análise 
genética para responder importantes questões biológicas, como determinação 
de parentesco e diversidade genética, alguns estudos têm demonstrado que 
estimativas mais precisas de diferenciação e estruturação podem ser obtidas 
a partir da análise com marcadores SNPs (single nucleotide polymorphisms, ou 
polimorfismos de nucleotídeo único), apesar de que a escolha por determinado 
marcador deve ser cuidadosamente avaliada para cada espécie (Zimmerman et al., 
2020). Adicionalmente, a análise por marcadores SSR demandam equipamento e 
pessoal especializado, devido à automação reduzida e à impossibilidade técnica de 
genotipar centenas de locos simultaneamente, dentre outros. 

Os marcadores baseados em SNPs são o tipo mais comum de variação no DNA 
e a frequência de um SNP pode variar consideravelmente ao longo do genoma em 
plantas autógamas e alógamas, podendo abranger de algumas centenas a milhares 
de pares de base (Sharma et al., 2021), e apresentam natureza codominante. SNPs 
têm alta capacidade multiplex, possibilitando a genotipagem de centenas a milhares 
de SNPs ao mesmo tempo, o que reduz o custo por data-point. Os avanços nas 
tecnologias de sequenciamento, proporcionando incremento no desempenho do 
processo e acurácia das sequências, têm permitido a criação de grandes conjuntos 
de dados de SNPs, aumentando consideravelmente o número de locos facilmente 
amostrados, com menor custo em comparação ao desenvolvimento e genotipagem 
por microssatélites (Singh et al., 2022). Além disso, os avanços nas metodologias 
estatísticas e o aumento do poder de computação levaram à adoção rápida dessa 
tecnologia (Yu; Chung, 2021), e, consequentemente, o seu uso tem sido ampliado 
pelos programas de melhoramento. Para o arroz, uma série de dados públicos 
possibilita que sejam escolhidos marcadores informativos sem a necessidade de 
realizar nenhum sequenciamento adicional, já que, por exemplo, mais de 3.000 
acessos foram resequenciados e tornados públicos (Li et al., 2014). Adicionalmente, 
chips comerciais de diferentes densidades (quantidade de SNPs) estão disponíveis 
para a caracterização de genótipos a preços competitivos (Thudi et al., 2021).

A análise molecular de plantas com características contrastantes ainda é 
considerada uma das ferramentas mais poderosas para identificar, isolar e usar 
os genes relacionados à expressão de caracteres de interesse e QTLs. Da mesma 
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forma, populações naturais ou populações fechadas (derivadas de cruzamentos 
direcionados) podem ser exploradas para descobrir marcadores moleculares 
ligados a genes agronomicamente importantes por meio de mapeamento de 
associação pela análise de desequilíbrio de ligação (DL). O número de marcadores 
para alcançar cobertura representativa de todo genoma depende da determinação 
do DL, que é variável tanto entre populações de uma mesma espécie, quando 
dentro do genoma da própria espécie (Hyten et al., 2010). O interesse no estudo de 
DL, ou seja, associação não aleatória de alelos, em plantas cultivadas aumentou 
dramaticamente nos últimos anos devido a dois fatores principais. Primeiro, as 
tecnologias genômicas permitem a identificação rápida de haplótipos (segmentos 
cromossômicos transmitidos em conjunto para a próxima geração) em muitos locos 
mendelianos, seja por sequenciamento de DNA ou pela detecção de marcadores 
SNP. Em segundo lugar, na presença de DL significativo, é possível identificar 
regiões genômicas que estão associadas a um caráter de interesse (por exemplo, 
resistência a doenças) por varredura de genoma de indivíduos de uma população 
existente. Diante disso, estabelecer a magnitude do DL é vantajoso para determinar 
o número de marcas necessárias para realizar estudos de seleção assistida, 
associação e seleção genômica. Por outro lado, devido ao DL, variantes causais 
subjacentes à variação fenotípica são difíceis de identificar, dificultando a condução 
da tecnologia de edição de genomas no melhoramento de plantas (Wang et al., 
2020).

Tecnologias Disponíveis para Identificação 
de Marcadores Genômicos

Vários tipos de marcadores moleculares estão disponíveis, obtidos por diferentes 
métodos de detecção, como a hibridização, a reação da polimerase em cadeia 
(polymerase chain reaction, PCR) e o sequenciamento de DNA (Zhang et al., 2022). 
Com o advento da PCR na década de 1980, diversas tecnologias moleculares 
passaram a integrar rotineiramente os programas de melhoramento genético vegetal 
(Figura 1). Embora quase todos os tipos de marcadores moleculares clássicos 
ainda sejam usados em alguma escala, e a depender do propósito, as tecnologias 
de sequenciamento de nova geração (Next Generation Sequencing, NGS), aliadas à 
redução dos custos e de mão de obra e ao aumento da acurácia, têm permitido rápidos 
avanços nos processos de análise genômica. 
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As plataformas de NGS, cuja comercialização iniciou no ano de 2004 com o modelo 
Roche GS20 (empresa 454 Life Sciences, EUA), ainda estão em franca evolução, 
gerando informações com um alcance de bilhões de pares de bases em uma única 
corrida, e fragmentos com comprimentos de leitura que podem ser acima de 10Kb, 
permitindo análise ampla dos genomas, com precisão ao nível de nucleotídeos/
pares de base (Hu et al., 2021). O processo de sequenciamento de genoma 
estrutural começa com o isolamento de DNA a partir da coleta de amostras de 
tecidos vegetais, como folhas, caules ou raízes. Em seguida, o DNA é tipicamente 
fragmentado mecanicamente ou por enzimas, ligado a adaptadores, e as bibliotecas 
genômicas são construídas (o “Banco de dados” da Figura 1). A biblioteca de DNA é 
então colocada no sequenciador NGS, que “lê” as sequências de DNA. Os dados de 

Figura 1. Organograma simplificado dos processos de genotipagem, considerando as novas 
tecnologias e marcadores moleculares clássicos. Em todas elas, “Genótipo” representa a 
disponibilização de marcadores genéticos para as amostras (Com colaboração do Dr. Orzenil 
Silva-Júnior).
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sequenciamento obtidos são geralmente alinhados a um genoma de referência da 
espécie, possibilitando a identificação de variantes nesse genoma, como os SNPs, 
os indels (inserções/deleções de fragmentos de DNA) e variações estruturais. O 
acesso crescente às tecnologias NGS tem permitido aumento do volume de projetos 
de genômica estrutural e funcional (genoma expresso) em todo o mundo, viabilizando 
o sequenciamento de genomas de espécies modelos e não modelos. As descobertas 
científicas derivadas da aplicação de NGS resultaram em grande impacto na área de 
melhoramento genético/seleção genômica, proporcionando incremento na precisão 
das análises genético-estatísticas.

O rápido desenvolvimento do NGS propiciou o advento da tecnologia de 
genotipagem por sequenciamento, comumente denominada de GbS (Genotyping 
by Sequencing; Elshire et al., 2011). Esse processo de genotipagem utilizando 
sequenciamento pode ser realizado pelo resequenciamento do genoma completo 
(Whole-Genome Resequencing – WGR), propiciando alta resolução, ou pelo 
sequenciamento de uma representação reduzida (Reduced-Representation 
Sequencing - RRS), em que são sequenciadas apenas regiões específicas do 
genoma obtidas por redução de complexidade pelo uso de enzimas de restrição, de 
sondas de captura, amplificação de alvos via PCR ou, ainda, pelo sequenciamento do 
genoma transcrito (RNA-seq). Uma das principais aplicações de GbS é justamente 
no melhoramento de plantas, fornecendo uma ferramenta rápida e de baixo custo 
para estudos de associação genética, na identificação de QTLs e criação de 
mapas de alta densidade de marcadores, na seleção genômica, caracterização de 
germoplasma e estudos de diversidade genética (Rayaprolu et al., 2022).

Diferentes abordagens de genotipagem por sequenciamento em plantas estão 
disponíveis atualmente e possibilitam genotipar milhares de marcadores em grande 
volume de amostras a custos bastante acessíveis (Scheben et al., 2017). Elas variam 
principalmente no método utilizado para a redução da complexidade do genoma e se 
é possível ou não a seleção antecipada de quais e quantas regiões alvo no genoma 
serão genotipadas. Alguns exemplos são: 

• RADseq (Restriction-site Associated DNA sequencing) é uma técnica de 
sequenciamento de DNA que utiliza enzimas de restrição para fragmentar o 
genoma. O objetivo é obter regiões específicas para sequenciar, geralmente 
aquelas com alta variabilidade genética, mas não é possível selecionar as 
regiões que serão sequenciadas além da escolha da enzima a ser utilizada. A 
principal vantagem desse método é sua capacidade de genotipar grande número 
de indivíduos simultaneamente e com baixo custo. Ele é utilizado para estudos 
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de diversidade genética, mapas genéticos e análise de associação genômica. 
Além disso, ele também é utilizado para a análise de genomas de espécies não 
modelo, em que a informação genética prévia é limitada.

• Target Capture, é um método que se concentra em selecionar regiões 
específicas do genoma para análise, usando sondas específicas que hibridizam 
com as regiões alvo no genoma e concentram o sequenciamento nesses alvos. 
Isso permite análise mais precisa e eficiente de regiões genômicas onde estão 
localizados genes candidatos ou marcadores moleculares pré-definidos, por 
exemplo. 

• Amplicon seq, como o anterior, é um método de sequenciamento que se concentra 
em regiões específicas do genoma, como genes, marcadores moleculares ou 
regiões conservadas. O processo inclui a amplificação dessas regiões usando 
PCR e, em seguida, o sequenciamento das amplificações geradas. Isso permite 
análise detalhada de regiões específicas do genoma, como a variação genética, 
a evolução e a função dos genes. 

• DArTseq (Diversity Array Technology sequencing), que assim como RADseq 
utiliza enzimas de restrição para reduzir a complexidade do genoma, seguido 
pela detecção via NGS, gerando grande quantidade de marcadores genéticos a 
custos bastante acessíveis.

• RNA-seq (RNA sequencing) se refere ao sequenciamento do transcritoma 
utilizando a técnica de NGS para a análise dos padrões de expressão gênica, sem 
que seja necessário conhecimento prévio do genoma. Tal procedimento consiste 
no sequenciamento do cDNA (DNA complementar), que é obtido a partir do mRNA 
(RNA mensageiro) de uma determinada amostra biológica. Esse método permite 
a análise de toda a expressão gênica de uma amostra, incluindo a detecção de 
transcritos não codificantes, como miRNAs (micro-RNAs) e lncRNA (long non-
coding RNA). Além disso, é possível identificar variações gênicas, como splicing 
alternativo e variações de expressão gênica. O RNA-seq é utilizado para estudar 
a regulação da expressão gênica em diferentes condições biológicas e para 
identificar diferenças de expressão entre diferentes genótipos ou entre tecidos ou 
estágios de desenvolvimento vegetal.

As abordagens descritas anteriormente possibilitam e geralmente são 
utilizadas para a descoberta de milhares de SNPs distribuídos no genoma e, 
consequentemente, permitem o desenvolvimento de plataformas de genotipagem 
em larga escala para SNPs específicos. A tecnologia de painéis fixos de SNPs, 
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que podem ser desenvolvidos e analisados por meio de diversas plataformas de 
genotipagem, utilizando ou não sequenciamento (SNP-chips, SNPs-assays, Flex-
Seq, por exemplo), permitem aplicações em atividades de rotina e pesquisa pela 
integração permanente dos dados moleculares obtidos em estudos distintos, 
apresentam elevada reprodutibilidade dentro e entre laboratórios, maior rapidez 
na análise dos resultados, facilidade de acesso pelos usuários e custos reduzidos 
(Sun et al., 2021). Os SNP chips, que são os DNA microarrays, correspondem 
a um suporte de vidro (chip) contendo milhares de oligonucleotídeos (sondas), 
que correspondem a SNPs específicos roboticamente imobilizados que podem 
ser escolhidos a partir de um banco de dados de SNPs ou de clones de cDNA 
previamente gerados. A genotipagem por array também pode ser utilizada para 
detectar variações no número de cópias de um gene (copy number variation, 
CNV) e variações estruturais do genoma, como deleções.A tecnologia de painéis 
fixos reunindo grande número de SNPs, que possibilita estudos diversos, tem 
sido desenvolvida e adotada com sucesso para arroz (Lv et al., 2021), eucalipto 
(Silva-Junior et al., 2015), guandu (Singh et al., 2022), dentre outros. Entretanto, a 
seleção assistida para algumas dezenas de locos de interesse agronômico ainda 
é baseada, prioritariamente, em sistema de genotipagem individualizado de baixo 
rendimento, como KASP™ e sondas de hidrólise (He et al., 2014), as quais possuem 
custos elevados por data-point, o que dificulta a aplicação em número elevado de 
marcadores por amostra (Rasheed et al., 2017). Nos últimos anos, sistemas de 
genotipagem que possibilitam a multiplexagem de um número intermediário de 
SNPs estão se tornando mais acessíveis, ocupando uma lacuna entre microarrays, 
no qual milhares de SNPs são genotipados, e a PCR em tempo real, em que poucas 
dezenas de SNPs são genotipados. A multiplexagem intermediária de SNPs baseia-
se no sequenciamento NGS por PCR, hibridação e captura (target sequencing) que 
permitem selecionar regiões específicas do genoma, tornando as análises ainda 
mais rápidas e menos onerosas. Algumas dessas tecnologias são comercialmente 
conhecidas como AgriSeq™ Targeted-GbS (Thermo Fisher), Capture-Seq and Flex-
Seq (Rapid Genomics), SNP-TAGs (Diversity Arrays), SNPSelect (KeyGene), dentre 
outras (Semalaiyappan et al., 2023).

Na Figura 2 é ilustrada a distribuição de marcadores SNPs genotipados em uma 
plataforma do tipo BeadChip (Illumina Inc., San Diego, CA, USA) após o controle 
de qualidade para uma população híbrida de Eucalyptus grandis × E. urophylla. O 
eucalipto é um gênero que possui inúmeras espécies nativas na Oceania. O E. grandis 
tem um genoma de aproximadamente 697 Mb, enquanto que no E. urophylla é de 
aproximadamente 626 Mb.
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Análise Genômica no Melhoramento de Plantas
O uso de marcadores moleculares para a caracterização genética de germoplasma 

por meio da obtenção das estimativas dos parâmetros genéticos populacionais 
é considerado um caso de sucesso da genômica aplicada aos programas de 
melhoramento de plantas. Essas análises tornaram-se parte importante do 
melhoramento molecular e, de modo bastante preciso, o gerenciamento do 
germoplasma assistido pela genômica possibilita explorar a diversidade genética de 
modo direcionado na base de programas de melhoramento genético (Milner et al., 
2019). Dados moleculares também são utilizados para a prospecção de locos sob 
assinatura de seleção que atuam moldando o genoma em função da seleção natural 
e artificial do germoplasma (Civan et al., 2021), o que pode aumentar a frequência 
de alelos favoráveis para genes específicos visando a ampliação da base genética 
de modo direcionado (Sharma et al., 2021). 

O melhoramento genético assistido pela genômica é demonstrado de modo 
crescente na literatura (Varshney et al., 2021). As plataformas baseadas em 
genotipagem via sequenciamento (GbS) e painéis fixos de SNPs têm ampliado 
o uso das ferramentas moleculares no melhoramento de plantas, permitindo 

Figura 2. Distribuição de 24.806 marcados SNP polimórficos ao longo dos onze cromossomos 
de uma população de eucalipto. A parte “A” da figura mostra a concentração de SNPs por janela 
de 1 Mb. A parte “B” da figura mostra a heterozigose média dos SNPs em uma janela de 100 kb.
Fonte: Adaptado de Resende et al. (2017). 
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potencialmente a aplicação da seleção assistida por marcadores. No entanto, é 
importante ressaltar que a implementação e adoção de marcadores moleculares no 
melhoramento requerem uma abordagem integrada e devem levar em consideração 
os custos envolvidos, os quais incluem a identificação, validação e operacionalização 
de um conjunto de marcadores úteis para as análises moleculares, a infraestrutura 
laboratorial necessária, as capacidades analíticas e os recursos humanos 
disponíveis. A obtenção de um data-point na análise de marcadores moleculares 
tem um custo aproximado de 50 centavos de dólar, sem considerar os custos 
associados ao desenvolvimento do marcador ou à determinação da real associação 
entre um alelo do marcador e uma característica relevante no germoplasma de 
interesse. Portanto, é fundamental considerar a necessidade de validação de cada 
marcador e determinar a reprodutibilidade dos resultados obtidos, a fim de garantir 
a confiabilidade da aplicação prática. Diante disso, a partir da definição de um 
conjunto de análises que efetivamente tragam benefícios para a seleção assistida, é 
importante enfrentar o desafio de reduzir os custos da análise genética e aumentar 
a sua agilidade, garantindo que os métodos de marcadores moleculares sejam 
adequados ao contexto em que serão usados (Sharma et al., 2021). 

Caracterização Molecular de Genitores e 
Linhagens em um Programa de Melhoramento

Bancos de dados de frequências alélicas podem ser montados a partir da 
caracterização de um conjunto selecionado de marcadores SNPs, o que permite 
administrar a variabilidade genética disponível para os programas pelo direcionamento 
de cruzamentos, além de introduzir genótipos que possam aumentar a possibilidade 
de serem obtidas novas combinações gênicas favoráveis e, com isso, via cruzamentos 
e seleção, darem origem a linhagens e cultivares superiores. Em um programa de 
melhoramento, a identificação de acessos e linhagens é muito importante. Em 
experimentos de melhoramento, várias linhagens são avaliadas e, portanto, elas podem 
ser contaminadas devido à mistura de amostras de sementes e polinização cruzada 
em campo. Isso pode levar à identificação incorreta das sementes das linhagens. Tais 
acessos são difíceis de distinguir, pois diferem em poucas características morfológicas. 
Contudo, marcadores moleculares podem facilmente distinguir esses genótipos 
intimamente relacionados. Outra aplicação importante dos marcadores moleculares 
em um programa de melhoramento é a sua utilização como descritores acessórios 
em testes de DHE (distinguibilidade, homogeneidade e estabilidade), necessário 
para o registro e proteção de cultivares. O atual sistema de proteção de cultivares 
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vegetais baseia-se na descrição morfológica. As avaliações de DHE determinam se 
uma nova variedade é distinguível das cultivares conhecidas e se exibe uniformidade 
e estabilidade fenotípica suficientes durante dois ciclos de cultivo independentes. No 
entanto, a avaliação do DHE é dispendiosa, demorada e muitas vezes restrita a um 
número relativamente pequeno de características que podem ser influenciadas pelas 
condições ambientais. Isso exige a adoção de um sistema baseado em DNA, o que é 
endossado pela União Internacional para a Proteção de Novas Variedades de Plantas 
(UPOV). Além de seu papel complementar no teste DHE, os marcadores de DNA 
são um bom substituto de características morfológicas na definição de limites entre 
variedades independentes e essencialmente derivadas (Jamali et al., 2019). Contudo, 
para essa última aplicação se tornar útil e publicamente aceita, uma série de avaliações 
e validações devem ser realizadas. Em arroz, Liu et al. (2022) concluíram que as 
análises envolvendo tanto descritores fenotípicos quanto marcadores moleculares 
aumentarão a eficiência de testes de DHE.

Seleção Assistida por Marcadores (SAM)
A vantagem da SAM associado ao melhoramento clássico é que a seleção de 

plantas pode ser obtida a partir de qualquer tecido vegetal e realizadas em um estágio 
inicial de desenvolvimento, mesmo para caracteres que são expressos em plantas 
adultas, economizando tempo e recursos. Além disso, os marcadores moleculares 
não são afetados pelas condições de cultivo e/ou ambientais, tornando a SAM 
bastante confiável, quando comparada com a fenotipagem para a característica-
alvo. Para a condução de SAM, são necessárias instalações, equipamentos 
e reagentes (o que envolve custos de implantação e manutenção), e pessoal 
qualificado. Adicionalmente, trabalhando com uma população de plantas em larga 
escala para investigação por vários marcadores, é necessário um sistema eficiente 
de extração de DNA e validação de marcadores (Sharma et al., 2021). O sucesso da 
SAM depende de vários fatores, incluindo a base genética dos caracteres, o número 
de indivíduos que podem ser analisados, a eficiência de seleção e a validação 
prévia no germoplasma que será avaliado. Em determinadas situações, o marcador 
desenvolvido pode não ser útil/funcional em populações com backgrounds genéticos 
diferentes dentro de um programa de melhoramento, demandando a identificação 
de novos marcadores para realizar a SAM (Gomes-Messias et al., 2022). SAM 
para caracteres de herança simples é muito útil nos programas de melhoramento, 
por propiciar agilidade ao desenvolvimento de cultivares (Kumawat et al., 2020). 
Para caracteres de herança mais complexa, como produtividade, existem severas 
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limitações na utilização eficiente de SAM, contudo, têm sido reportadas aplicações 
bem-sucedidas na melhoria de caracteres quantitativos, como a tolerância a 
estresses abióticos - seca, frio e salino (Ullah et al., 2022). 

Caracteres relacionados a resistência a doenças e à qualidade de alguns produtos 
agrícolas são alguns exemplos importantes de aplicação rotineira de SAM. Yang et al. 
(2019), por exemplo, introgrediram o gene Pi2, que confere resistência durável à brusone 
do arroz, por meio da estratégia de retrocruzamento assistido por marcadores (RAM), 
em que tanto o gene foi selecionado na progênie (identificação da presença do gene via 
PCR por dois conjuntos de marcadores localizados nas extremidades do gene), quanto 
o background genético do genitor recorrente, pela genotipagem utilizando um chip de 6K 
SNPs. Singh et al. (2022) descreveram os benefícios do emprego do retrocruzamento 
assistido no Instituto Indiano de Pesquisa Agrícola (ICAR - Indian Agricultural Research 
Institute), que têm possibilitado o desenvolvimento de variedades comerciais incorporando 
genes de resistência/tolerância a diferentes caracteres, com redução de até 50% do 
tempo necessário via melhoramento clássico. Em outro exemplo, Liu et al. (2019) 
desenvolveram e validaram um marcador baseado em PCR para identificar variedades 
de arroz com baixo teor de amilose, a partir de um SNP (A/G) presente no gene Waxy. 
Para o feijão, o programa de melhoramento genético da Embrapa se baseia fortemente 
na SAM para a seleção de genótipos resistentes a diversas doenças e qualidade de 
grãos (Gomes-Messias et al., 2022). A operacionalização das ferramentas moleculares 
junto ao melhoramento genético de feijão também foi recentemente demonstrada pelo 
desenvolvimento de uma cultivar de feijão transgênica com resistência múltipla a viroses 
(Bean Golden Mosaic Virus - BGMV, Bean Common Mosaic Virus - BCMV e Cowpea 
Mild Mottle Virus – CPMMV) e reunindo caracteres agronômicos favoráveis, que está em 
fase final de registro (Silva et al., 2022). 

O procedimento para integrar vários genes ao mesmo tempo, ou QTLs em um único 
genótipo, é conhecido como piramidação. Essa estratégia é aplicada, por exemplo, 
na incorporação de diversos genes de resistência a doenças em uma única linhagem 
(Sharma et al., 2021). Embora ainda seja concebível utilizar o melhoramento tradicional, 
é impensável rastrear fenotipicamente cada planta para todos os caracteres que estão 
sendo piramidados (Hassan et al., 2021). Marcadores de DNA devem estar perto 
da variante causal e, dada a abundância no genoma, marcadores SNPs podem ser 
relacionados a praticamente todos os genes de espécies vegetais. Marcadores SNPs 
associados a caracteres específicos podem ser utilizados em larga escala por chips de 
DNA, mas também, dependendo do caso, podem ser convertidos em reações em que um 
gene por vez é caracterizado. Steele et al. (2018) desenvolveram e validaram, a partir de 
SNPs associados a caracteres de interesse, como resistência a doenças e qualidade de 
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grão, 39 KASP (Kompetitive allele-specific PCR) para uso na SAM em arroz. Linhagens 
de soja contendo genes de resistência para a ferrugem asiática piramidados tendem a 
conferir maior resistência que genótipos com um único gene (Panho et al., 2022).

Em suma, verifica-se que os marcadores utilizados na seleção assistida podem 
economizar tempo pela seleção em gerações de entressafra, sem avaliação agronômica 
e, acima de tudo, são insubstituíveis para o manejo de recombinações, a fim de 
acumular alelos favoráveis o mais rápido possível em um único genótipo. Para explorar 
plenamente seu valor, novos esquemas de seleção recorrente ou construção de 
genótipos recorrentes devem ser planejados. Para que marcadores moleculares sejam 
relacionados a caracteres de interesse, estudos preliminares envolvendo genotipagens 
de populações segregantes ou coleções de germoplasma devem ser realizados. Essa 
etapa é dispendiosa e demorada, e ainda depende de fenotipagens feitas criteriosamente. 
Contudo, fenotipagens e genotipagens podem resultar no desenvolvimento de séries de 
marcadores que podem acelerar o programa de melhoramento. Outro ponto importante 
é qual a metodologia de análise deve ser utilizada. Populações segregantes fechadas, 
isto é, oriundas da utilização de dois ou mais parentais, formam a base de estudos de 
mapeamento de QTLs (Kumar et al., 2017). Outras estratégias têm sido utilizadas, como 
o mapeamento associativo, ou GWAS (genome-wide association studies) (Liu et al., 
2020), Machine Learning e seleção genômica. 

Estudos de Associação Genômica Ampla 
(Genome-Wide Association Studies – GWAS)

O estudo de associação genômica ampla (GWAS) é uma metodologia usada para 
detectar associações entre as variações genéticas e uma determinada característica 
de interesse. A metodologia de GWAS busca tirar o máximo de proveito de antigos 
eventos de recombinação, que são revelados pela análise do Desequilíbrio de Ligação 
(DL) ao longo do genoma para detectar a variação natural relacionada aos caracteres 
complexos em diversas culturas (Kumar et al., 2022). O conhecimento do DL é 
fundamental para determinar a densidade de marcadores necessária para os estudos 
de GWAS e, consequentemente, para identificar locos relacionados aos caracteres com 
uma resolução alta (Huang; Han, 2014). Diante disso, o sucesso do GWAS depende da 
resolução que determina a capacidade de detectar associações entre os marcadores 
genotipados e as variantes causais, requerendo densidade específica de marcadores 
consistentes com a extensão de LD no genoma. Somado a isso, tamanhos amostrais 
maiores têm impacto significativo no poder estatístico da análise e detecção de locos com 
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efeitos menores (Robinson et al., 2014). Outro ponto relevante diz respeito à adequação 
de modelos e metodologias estatísticas para a estimação dos efeitos dos locos. O 
desenvolvimento da estrutura de modelos mistos para GWAS reduziu drasticamente 
o número de falsos positivos em comparação com outros métodos (Wen et al., 2018) 
e, a partir disso, muitos métodos têm sido desenvolvidos desde então para aumentar a 
velocidade computacional ou melhorar o poder estatístico do GWAS (Uffelmann et al., 
2021). Os dados genotípicos reunindo milhares de SNPs distribuídos em todo genoma, 
associados a uma população diversa, torna-se um recurso permanente, requerendo 
apenas que essa população seja fenotipada para outros caracteres de interesse, 
constituindo recurso valioso para a descoberta de genes.

Estudos de GWAS integrando novas ferramentas genômicas, fenômicas, 
biotecnológicas e aprimorados métodos computacionais têm ampliado o poder de 
detecção dos genes subjacentes a características complexas (Alseekh et al., 2021). Os 
estudos de GWAS foram inicialmente desenvolvidos no contexto da genética humana 
e levaram à identificação de inúmeras variantes genéticas associadas principalmente 
a doenças, possibilitando o desenvolvimento de novas abordagens terapêuticas e 
levando a avanços importantes, como a medicina personalizada, com a identificação 
de alvos-terapêuticos individualizados e desenvolvimento de novas medicações e 
estratégias de terapia genética, revertidos eventualmente em tratamentos clínicos (Rao 
et al., 2021). Em plantas, análises de GWAS investigando caracteres agronômicos têm 
sido conduzidos para inúmeras espécies como a soja (Glycine max), arroz (Oryza 
sativa), feijão (Phaseolus vulgaris), milho (Zea mays L.), trigo (Triticum aestivum L.), 
dentre outras (Alseekh et al., 2021). Por meio da análise de GWAS, Wang et al. (2020) 
identificaram o gene ZmVPP1, que codifica uma pirofosfatase H (+) do tipo vacuolar 
e desenvolveram uma planta transgênica de milho tolerante à seca, que apresenta 
eficiência fotossintética aprimorada e desenvolvimento radicular mais robusto. Estudos 
de associação têm possibilitado a identificação de regiões associadas com muitas 
caraterísticas agronômicas e fisiológicas, e processos evolutivos, incluindo dias para a 
floração, arquitetura de plantas, resistência a doenças, fertilidade, qualidade do grão, 
tolerância a estresses abióticos, teor e rendimento de óleo, dentre outros (Valdisser et 
al., 2017). 

Muitas vezes, o loco causal de uma característica de interesse não é amostrado 
na genotipagem ou não há resolução para detectá-lo, mas há locos genômicos 
candidatos identificados via GWAS que são detectados por estarem em equilíbrio de 
ligação parcial com tal loco causal. Nesse sentido, uma abordagem mais eficaz para 
transpor as limitações das análises individuais dos SNPs e aumentar a resolução 
de regiões genômicas candidatas é considerar os haplótipos para a análise de todo 
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o genoma (Qian et al., 2017). Os SNPs são bialélicos, com baixa informatividade e 
taxa mutacional e, a rigor, os alelos significativos frequentemente não representam 
as variantes causais, e sim os alelos raros que determinam os fenótipos extremos. 
Adicionalmente, quando os SNPs são analisados independentemente, grande 
número de testes são gerados, causando redução do poder estatístico. Contudo, 
na análise baseada em haplótipos o número de testes é reduzido, preservando 
o poder do teste, e a taxa de falso positivos pode ser controlada. Além disso, os 
blocos de haplótipos são geralmente “multialélicos”, mais informativos e podem, 
portanto, capturar melhor o DL com QTLs multialélicos; as interações epistáticas 
entre SNPs em um loco; as informações da história evolutiva e, por analisar uma 
série alélica existente em um determinado loco, a detecção do loco causal, do que 
um marcador individual (Bhat et al., 2021). Por exemplo, Hamblin e Jannink (2011) 
relataram que a abordagem do haplótipo aumentou o efeito alélico e a variação 
fenotípica explicada em 34% e 50%, respectivamente, em comparação com análise 
de SNPs individuais.

É importante destacar que uma das principais críticas à análise de GWAS é que os 
marcadores identificados como associados ao caráter explicam apenas uma fração da 
herdabilidade das características de herança complexa. Apesar das grandes variações 
existentes nas estimativas de herdabilidade, que não podem ser negligenciadas, mesmo 
que o GWAS não possa explicar tudo, a análise revela uma maneira de identificar 
associações relevantes. Existem muitos fatores que podem explicar essa porção da 
variação genética não explicada pelos marcadores, a qual varia muito em função da 
população analisada. Dentre esses fatores, destaca-se a presença das variantes raras 
que dependem de tamanhos e estratégias amostrais adequados para serem detectadas, 
bem como os seus efeitos estimados; a baixa resolução nas análises em função da 
relação entre o número de marcadores e a extensão do DL; o limitado número de variantes 
amostradas no genoma (principalmente as variantes raras de baixa frequência), com 
foco em SNPs, e geralmente omitindo outras classes como indels e variações estruturais 
pouco amostradas; efeito conjunto dos genes sendo negligenciado; os fatores ambientais 
como uma importante fonte de variação do fenótipo; os efeitos genéticos aditivos e não 
aditivos sobre a herdabilidade; o efeito das variações resultante de interações epistáticas 
entre genes; e o efeito das variações epigenética que controlam o fenótipo (Zhou et al., 
2022). Devido a isso, o desenvolvimento de métodos aprimorados para a condução 
do GWAS tem sido contínuo nos últimos 25 anos. Além dos constantes avanços nos 
modelos de análise dos dados, conforme descrito anteriormente, a disponibilidade e 
união de sequências completas do genoma para múltiplos acessos de uma mesma 
espécie têm permitido a montagem de pangenomas, que estão se tornando uma nova 
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referência para análise de GWAS, que passa a ser denominada de PWAS (Pangenome 
Wide Association Study). As reduções de custos do NGS e os avanços nos algoritmos de 
montagem de sequências têm possibilitado a criação de vários genomas de referência, 
juntamente com um catálogo de todas as formas de variações genéticas em espécies 
de plantas com genomas grandes e complexos ou poliploides. Como consequência, 
inúmeras variantes genômicas, incluindo variações estruturais (SVs), que compreendem 
grandes deleções, inserções, rearranjos (intercâmbios), PAVs (variações de presença 
e ausência) e CNVs (variações no número de cópias) têm dado um novo impulso às 
análises de GWAS por possibilitar explorar variações genéticas adicionais que até 
então não estavam disponíveis para análise (Jayakodi et al., 2021). Recentemente, 
Zhou et al. (2022) demonstraram que a análise de grande número de variantes 
no genoma de tomate (gerados por meio da análise de 32 genomas de referência - 
pangenoma) proporcionou aumento da ordem de 24% na herdabilidade estimada. A 
inclusão de inúmeras variantes estruturais causais identificadas usando o pangenoma 
gráfico proporcionou tanto um aumento considerável na resolução do desequilíbrio de 
ligação, quanto o poder de identificar fatores genéticos subjacentes a características 
agronomicamente importantes, levando, por exemplo, à identificação de novas variações 
em dois genes que potencialmente contribuem para o teor de sólidos solúveis nos frutos. 
Esses avanços estão resultando em melhoria significativa na metodologia de GWAS 
para detecção mais ampla e robusta de associações que são de grande relevância para 
o melhoramento de plantas.

Seleção Genômica Ampla – SGA 
(Genome-Wide Selection - GWS)

A partir das técnicas de alto rendimento de genotipagem, a disponibilidade de grandes 
quantidades de SNPs por amostra nos permite explorar ao máximo a variância genética 
existente nas populações de melhoramento (Resende et al., 2017; Grattapaglia, 2022). Tal 
como os procedimentos já descritos neste capítulo, a seleção genômica também é possível 
graças ao Desequilíbrio de Ligação (DL) presente entre marcadores, isto é, falando de 
forma mais direta, a correlação que existe entre dois marcadores em uma população 
genotipada com marcadores SNP. Isso fará com que, mesmo não estando diretamente 
dentro de um QTL, muitos marcadores adjacentes ao QTL conseguirão testemunhar algo 
sobre a segregação dos genes relacionados com a expressão do caráter de interesse.

A partir da aplicação de técnicas de Seleção Genômica Ampla (SGA), é possível 
prever os “fenótipos” de testes de melhoramento experimentais, sem que esses testes 
tenham sequer sido montados. Isto é, apenas com base no DNA dos indivíduos que 
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hipoteticamente iriam para campo. É possível predizer seu comportamento sem que 
eles tenham sido efetivamente plantados. Embora em um primeiro momento isso possa 
parecer algo irrealista, faz sentido se lembrarmos que provém dos genes uma parte 
importante da informação que irá culminar no fenótipo final. Manejando-se e/ou corrigindo-
se adequadamente a fração ambiental do fenótipo (aliás, como se sabe, Fenótipo = 
Genótipo + Ambiente), os modelos de SGA irão demonstrar boas habilidades preditivas.

É importante destacar que a SGA, em termos de capacidade preditiva (ou o 
ranqueamento fidedigno dos melhores materiais genéticos) não necessariamente 
será superior à seleção fenotípica que é realizada em campo (Heffner et al., 2011). 
Isso acontece porque a SGA é geralmente aplicada como uma seleção indireta 
ultra precoce, em que se almeja alcançar a seleção direta (um “benchmark”) feita 
efetivamente no campo (veja preliminarmente a Figura 3-A). No entanto, ela pode ser 
sim mais vantajosa do que a seleção direta feita em campo, principalmente por cinco 
motivos: i) economia de tempo, afinal, a partir de propágulos vegetais iniciais já é 
possível se realizar seleção precoce genômica; ii) economia de recursos, mão de obra 
e insumos que seriam dispendidos em todo processo de implantação, mensuração 
fenotípica e colheita/transporte nos testes experimentais de melhoramento; e iii) 
possibilidade de avaliar maior número de materiais genéticos que eventualmente não 
iriam para o campo e, portanto, não seriam testados, por exemplo, ao invés de se levar 
2.000 materiais genéticos para serem avaliados em campo, pode-se enviar 4.000 para 
serem genotipados e ter predito seus fenótipos genomicamente; iv) predizer traços 
de difícil mensuração, como por exemplo volume de raiz em mandioca e volume da 
madeira em árvores altamente bifurcadas; v) correção de eventuais erros de pedigree 
na construção da matriz de parentesco (A), sendo essa informação recuperada por 
meio da matriz genômica (G), ou mesmo realizar concatenação das matrizes A + G em 
uma “super” matriz chamada “H ” (Legarra et al., 2014).

A capacidade preditiva pode ser entendida com um exemplo didático contendo 
quarenta materiais genéticos e uma capacidade preditiva r ĝ   g de aproximadamente 
50% (Figura 3). Alguns indivíduos fenotipicamente bons podem ficar de fora do 
crivo da seleção genômica e, mesmo assim, vislumbrar-se capacidades preditivas 
satisfatórias. Observa-se na Figura 3-B embaralhamento dos melhores e piores 
fenótipos quando preditos genomicamente, na Figura 3-C, como se relacionam os 
valores fenotípicos observados (ou os valores genéticos estimados a partir de médias 
ou por Best Linear Unbiased Prediction – BLUP – de um experimento). Verifica-se 
que o termo “seleção” da SGA pode ser confundido com “exclusão” genômica, que na 
verdade é o que acontece na maioria dos casos quando se usa a SGA para eliminar 
os piores indivíduos, e não para efetivamente selecionar os melhores.
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Muito se diz sobre o número adequado de marcadores a serem utilizados em um 
processo de seleção genômica, ou mesmo a quantidade ideal de indivíduos/materiais 
genéticos a serem fenotipados e genotipados (Werner et al., 2020; Merrick et al., 
2022). A verdade é que não existe uma “receita de bolo” para esse processo. Isso irá 
depender de diversos fatores inerentes à cultura vegetal, à população que se deseja 
melhorar, ao objetivo do melhoramento (como, por exemplo, para desenvolvimentos de 
linhagens, híbridos e clones), e sobre o caractere fenotípico que se deseja melhorar 
(Silva et al., 2021). Entre algumas equações com a finalidade de planejar o programa 
melhoramento acoplado à seleção genômica, Resende et al. (2012) propuseram esta 
equação:          , em que: L é o tamanho do genoma da espécie; nm é 
o número de marcadores do tipo SNP; h2 é o coeficiente de herdabilidades do caractere 
fenotípico (podendo ser a herdabilidade no sentido amplo ou no sentido restrito); N é 
o tamanho real da população; Ne é o tamanho efetivo da população. O resultado irá 
entregar a capacidade preditiva (ou acurácia esperada) da aplicação de modelos de 
seleção genômica. É recomendável que antes de iniciar qualquer processo de seleção 
genômica, se planeje, e tenha uma dimensão dos possíveis resultados, caso contrário, 
ao invés de economia de recursos e tempo, pode-se ter um grande prejuízo!

Nessa altura do capítulo, é importante destacar que a validação estatístico-matemática 
dos modelos de Seleção Genômica Ampla (SGA) é uma tarefa necessária para avaliar a 
capacidade preditiva dos modelos. Dentre os métodos disponíveis para computar a acurácia 

Figura 3. Relacionamento entre valores fenotípicos (médias ou BLUP de quarenta materiais 
genéticos) observados nos experimentos versus os valores preditos genomicamente. Na parte 
“A” é mostrado apenas o ranqueamento dito “verdadeiro”, a partir dos valores mensurados 
em campo. Na parte “B” são mostrados apenas a predição genômica, no entanto fazendo-se 
analogia com o ranqueamento dos materiais genéticos vistos em “A”. Na parte “C” é mostrado a 
relação entre as partes “A” e “B”. A linha azul pontilhada é o crivo de seleção da SGA, à direita 
os materiais genéticos selecionados, e à esquerda os descartados. A linha cinza pontilhada da 
parte “C” dá uma dimensão da capacidade preditiva do modelo SGA.
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preditiva, a correlação simples entre os valores fenotípicos observados e os valores preditos 
pelo modelo é uma medida direta da acurácia preditiva do modelo e é considerada uma 
forma confiável de avaliar o desempenho do modelo de SGA. A acurácia também pode 
ser calculada ponderando-se com base nas herdabilidades dos caracteres fenotípicos e/
ou genômicos, com a premissa de corrigir eventuais efeitos de encolhimento da predição 
(efeito de shrinkage) (Müller et al., 2015). No entanto, é preciso ter cuidado com a inclusão 
dessas quantidades nas equações de acurácia, pois isso pode causar superestimação da 
acurácia de SGA em caracteres de baixa herdabilidade ou subestimação da capacidade 
preditiva de caracteres com alta herdabilidade. Para contornar essa questão, uma opção 
razoável é a utilização da correlação de Pearson, uma conhecida medida de correlação, 
ou mesmo correlações de Spearman (entre rankings genotípicos).

Sobre o tamanho amostral da SGA, em geral, tem-se a experiência de que bem 
mais do que os 1.000 indivíduos indicados de maneira estereotipada na literatura são 
necessários para ajustar bons modelos de SGA. Além disso, após observar muitos 
esforços ajustando-se diversos tipos/abordagens de modelos preditivos (como por 
exemplo os Bayesianos – Bayes A, B Cπ, LASSO – e os via Inteligência Artificial ou 
Machine Learning), há pouco incremento de capacidade preditiva em cima dos métodos 
GBLUP ou RRBLUP inicialmente descritos por Meuwissen et al. (2001). Na verdade, 
há situações em que se pode sim atingir melhores ajustes a partir de métodos mais 
rebuscados frente aos clássicos GBLUP/RRBLUP aqui citados (Montesinos-López et al., 
2021). Contudo, é fundamental destacar aqui que outros esforços, como o manejo das 
populações de melhoramento e estratégias sobre como alimentar os modelos e validá-
los, são vitais no sucesso da SGA. Além disso, a adequada exploração dos componentes 
aditivos e não aditivos dos caracteres fenotípicos pretendidos, como também a maneira 
de adequar a SGA à fase específica do programa de melhoramento, são fatores que 
geralmente proporcionarão maiores benefícios comparados à disputa de maiores 
capacidades preditivas entre métodos frequentistas × bayesianos × inteligência artificial.

Na Figura 4 é apresentado o modelo linear misto básico y =Xβ + Zg + e, como ilustrativo 
das inúmeras metodologias que poderiam ser aplicadas na predição genômica. No 
caso, y é o vetor de dados fenotípicos, β é o vetor de efeitos fixos (como por exemplo: 
repetições/blocos experimentais, locais, medidas repetidas ao longo do tempo, entre 
outras); g é o vetor de efeitos aleatórios genéticos (os materiais genéticos, podendo ser 
linhagens, híbridos, entre outros); e é o vetor aleatório de resíduos; X e Z são matrizes 
de incidência sobre os efeitos fixos e aleatórios, respectivamente. Não é foco deste 
capítulo discutir quando atribuir certos efeitos como de natureza fixa ou aleatória, mas 
é consenso que os materiais genéticos devam entrar como natureza aleatória para 
viabilizar a execução dos modelos mistos com a finalidade de seleção genômica.
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 No exemplo de procedimento mostrado na Figura 4, vê-se a SGA sendo utilizada 
com duas finalidades, uma na formação de linhagens endogâmicas melhoradas (L1, L2, 
..., Ll), e outra na formação de híbridos heteróticos melhorados (H1×2, H1×2, ...). Em ambos 
os casos, tais materiais genéticos poderão vir a se tornar, caso desejado pelo melhorista, 
cultivares registradas, obviamente após devidos testes em campo experimental, a 
partir, por exemplo, de ensaios em VCU (Valor de Cultivo e Uso). Um modelo preditivo 
genômico, tal como todo modelo preditivo, irá predizer aquilo que “conhece”. Se você o 
alimentar com dados de testes de progênies, ele irá te entregar valores preditos de teste 
de progênies de milho, bem como se você o alimentar com valores de testes clonais 
de eucalipto, da mesma forma ele irá retornar valores preditivos compatível com os 
fenótipos crescidos em um teste clonal. Portanto, é preciso ter muita cautela com a 
população base que se irá utilizar para ajustar tais modelos.

A necessidade de um relacionamento genético parcial entre as populações de 
treinamento, validação e aplicação é de fato um ponto negativo da SGA, afinal o DL, que 
é a força motriz da genômica, se perde e se cria facilmente entre populações distintas, ou 
mesmo após o avanço de algumas gerações de uma mesma população (Werner et al., 

Figura 4. Esquema reduzido de um processo de Seleção Genômica Ampla (SGA), utilizando 
o milho como exemplo. Na parte A da figura é mostrado o processo de ajuste e validação 
de modelos genômicos preditivos. Na parte B da figura é mostrado possíveis esquemas de 
utilização, tanto para predição de linhagens endogâmicas, como na predição de híbridos 
baseando-se nas melhores linhagens ou em modelos validados com informações de híbridos.
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2020). No entanto, o ideal é manejar os dados de ajuste de modelo conforme será o objetivo 
do programa. O ideal é inicialmente mapear toda base genética do programa, inserir novos 
materiais ou, principalmente, descartar os materiais pouco desejáveis (isto irá eliminar 
ruídos desnecessários da análise). É oportuno mencionar que os materiais genéticos 
desenvolvidos com base em SGA necessariamente serão relacionados com a base 
genética inicial que se possui (Grattapaglia, 2022). E, na verdade, isso é razoável quando 
se pensa que empresas têm, ou deveriam ter, bases genéticas (bancos de germoplasma) 
bem definidos. Dificilmente um bom modelo de SGA irá predizer bem materiais genéticos 
de outras bases genéticas (como de outras empresas, países e regiões).

O mesmo acontece ao se utilizar apenas um ou poucos ambientes no modelo 
preditivo genômico, pois ele obviamente estará apto a apenas predizer o comportamento 
dos materiais genéticos para aqueles poucos ambientes que ele conhece. Essa falta 
de representatividade nos dados de entrada dos modelos SGA, somada à validação 
com uma partição dos próprios dados, poderá fatalmente dar falsa sensação de que 
o modelo é bom (com altas, porém viciadas, capacidades preditivas), primeiro porque 
a população de validação será completamente relacionada com a população de 
treinamento e, segundo, porque os dados fenotípicos cresceram em um ou poucos 
ambientes. Duas estratégias podem ser tomadas para contornar essa questão: i) criar 
um modelo genômico multiambiente capaz de retornar predições de indivíduos com alta 
estabilidade, isto é, o valor esperado do material genético é bom independentemente do 
ambiente; ii) utilizar modelos que incorporem interações Genótipos × Ambientes (G×A) 
– há algumas classes de modelos dessa natureza, porém é razoável citar aqui aqueles 
que lidam com múltiplos dados ambientais no escopo da Ambientômica (Resende et al., 
2021; Costa-Neto et al., 2023), que são capazes de retornar predições de indivíduos com 
alta estabilidade e adaptabilidade a diferentes locais. Esses modelos podem, portanto, 
predizer materiais melhorados em escala sítio-específica.

Nesse contexto, é importante escolher os caracteres certos para alimentar o modelo 
de forma operacional ou industrial. Alguns caracteres são mais fáceis de medir do que 
outros, mas isso pode levar a baixa correlação genética com o caractere real de interesse, 
o que é um problema sério que muitas vezes é ignorado. Por exemplo, os caracteres 
fenotípicos de testes genéticos de melhoramento (i.e., progênies, híbridos, clonais entre 
outros) podem não se correlacionar bem com o desempenho real em campo. É importante 
alimentar o modelo SGA com dados operacionais, mas muitas vezes há poucos dados 
disponíveis para genótipos comerciais. Nesse caso, integrar dados de testes e comerciais 
pode ajudar a computar a correlação genética entre os dois tipos de dados. Dessa forma, 
é possível lidar bem com o problema e obter melhores resultados na produção de grãos, 
na produção florestal, horticultura, fruticultura e em outros setores.
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Em qualquer programa de melhoramento que englobe a seleção genômica, diversos 
tipos de caracteres fenotípicos serão melhorados, de preferência de forma simultânea. 
Dados de fenotipagem em larga escala também podem compor os modelos de SGA, como 
os coletados por sensores embarcados em drones ou aqueles preditos via Near Infrared 
Spectroscopy (NIRS). Mais detalhes podem ser observados no Capítulo 9, sobre fenômica, 
desta obra. Cada caractere fenotípico tem sua particularidade, bem como natureza 
genética, herança e assim por diante. Os caracteres irão se relacionar diretamente com 
o tipo de material genético a ser trabalhado, bem com o objetivo do programa. Mas uma 
coisa é certa: quanto maior forem as herdabilidades do caractere (seja aditiva no sentido 
restrito – h2

a , como a total no sentido amplo – h2) melhor o modelo de SGA irá funcionar 
e entregar bons resultados (Zhang et al., 2017). Num programa de seleção recorrente 
(SRR), nas fases iniciais, a variabilidade genética tende a ser maior e, por serem muitos 
materiais avaliados, provavelmente com baixa repetição, as herdabilidades tendem a ser 
melhores. O paradoxo é que mais para o final do programa, embora a base genética 
esteja afunilada (após alguns ciclos de seleção), a quantidade de materiais genéticos é 
bem melhor e, portanto, estão mais repetidos experimentalmente falando.

Logo, os modelos de SGA devem ser manejados levando-se em consideração que as 
herdabilidades devem ser, na medida do possível, elevadas ao máximo para se otimizar 
a eficiência da seleção. Isso será alcançado, em geral, de duas maneiras: i) aumento da 
variação genética; e/ou ii) redução da variância ambiental por meio de melhor controle 
residual ou aumento no número de repetições. Nas fases iniciais do programa (seja de 
autógamas ou alógamas, anuais ou perenes), em geral, preza-se pelos efeitos aditivos 
(α), pois se está falando de algumas etapas de cruzamento/recombinação e seleção 
(efeitos não aditivos se perdem mais facilmente nessas etapas). No entanto, nas fases 
finais dos programas, os efeitos não aditivos (ẟ) são também desejados, uma vez que 
os cultivares gerados em geral são híbridos com algum grau de heterose (que é um 
fenômeno de dominância) e materiais geneticamente mais uniformes (Labroo et al., 
2021). Nesse ponto, lançando mão da Figura 4-B, pode-se utilizar um modelo para 
predição genômica aditiva, em que se conseguirá predizer bem indivíduos segregantes 
em etapas iniciais do programa, mesmo com o objetivo sendo a obtenção de linhagens/
linhas puras. Pode-se também utilizar modelos que comportem aditividade e dominância 
utilizando apenas os materiais em final de programa. Ou, de forma moderna, integrar os 
dados de todas as etapas, maximizando-se e interconectando todo processo de seleção. 

Essa mistura de diferentes fontes de dados fenotípicos fornecerá inúmeras vantagens, 
começando pela utilização de diversos ambientes e, com isso, predizer o comportamento 
de estabilidade e adaptabilidade dos genótipos. Além disso, como se está falando de 
uma mesma base genética (isto é, fracionando-se os modelos SGA ou usando um único 
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com todos os dados), o tamanho efetivo da população – Ne – não deverá se alterar 
drasticamente, porém, o tamanho da população total (N) aumenta, aproveita-se o melhor 
dos mundos: alta variabilidade das populações iniciais do programa e maior quantidade 
de repetições experimentais nos estágios finais do programa. Desse modo, haverá efeito 
direto no aumento da capacidade preditiva do modelo.

A utilização de abordagens multiômicas, muitas vezes combinadas com a genômica, 
também é uma ferramenta importante para a predição genética de plantas. Essas 
abordagens podem combinar dados transcriptômicos, proteômicos, metabolômicos, os 
próprios genômicos e muitas outras ômicas, para conhecer preditivamente características 
dos genótipos em estudo. A premissa é que a agregação de informação em mais alto nível 
de precisão com o fenótipo final pode melhorar a capacidade preditiva dos modelos, como 
na utilização de marcadores exômicos, que são aqueles que efetivamente traduzem-se 
em proteínas (Hashmi et al., 2015). Com as demais estruturas moleculares o raciocínio é 
o mesmo. Por exemplo, a predição de compostos de sabor (açúcares, ácidos e voláteis) 
em mirtilo e tomate, com base em metabolômica, mostram resultados bem promissores 
(Colantonio et al., 2022), ou com genômica no paladar do café (Ferrão et al., 2023). 
Outro exemplo são as abordagens transcriptômicas + proteômicas + metabolômicas + 
genômicas funcionais para o estudo do estresse abiótico em hortaliças (Zhuang et al., 
2014). A análise conjunta desses diferentes níveis de informação aumenta as acurácias 
preditivas dos modelos, sendo capazes até de predizer características muito afetadas pelo 
ambiente, ou até mesmo subjetivas, como o paladar de determinados produtos agrícolas.

Inteligência Artificial e Machine 
Learning na Análise Genômica

A técnica de GWAS já identificou milhares de variantes genéticas relacionadas a 
caracteres de interesse à agricultura. No entanto, o potencial do GWAS ainda é pouco 
explorado devido a limitações metodológicas relacionadas com a presença de epistasia, 
SNPs associados a pequenos efeitos e a não distinção de variantes causais de outros 
SNPs associados por desequilíbrio de ligação. Variantes identificadas pelo GWAS 
representam apenas uma proporção modesta da herdabilidade de características 
complexas. Uma análise GWAS típica pode envolver 200.000–2.000.000 SNPs, e 
o grande volume de testes de significância para SNPs individuais pode levar a que 
eventos aleatórios sejam falsamente significativos, e se o efeito de SNPs causais 
individuais for muito pequeno, eles podem não passar dos limites de significância mais 
rigorosos. Essas limitações podem ser contornadas com a aplicação de métodos de 
machine learning em GWAS (Sun et al., 2021).  
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Machine Learning (ML) é baseado no desenvolvimento de modelos algorítmicos 
que podem aprender com a experiência a identificar associações genótipo:fenótipo e 
é principalmente utilizado para interpretar grande volume de dados genômicos (Sun et 
al., 2021). Aplicações recentes de ML no melhoramento de plantas incluem redução de 
dimensionalidade de dados, inferência sobre rotas de regulação de genes, descoberta 
e priorização de genes, análise de fenômica de plantas e previsão genômica de 
fenótipos de plantas. Adicionalmente, utilizando big data, o ML é capaz de modelar 
as relações complexas de dados genotípicos, fenotípicos e ambientais (Yan; Wang, 
2023). Cada algoritmo de ML pode aprender o padrão de um conjunto de dados de 
treinamento de uma maneira específica e prever o desempenho de uma variável de 
interesse (produtividade, por exemplo) no conjunto de dados de teste. Random Forest 
(RF) é um dos algoritmos de ML mais amplamente usados e pode prever o resultado de 
determinada variável em estudo utilizando os resultados médios de árvores de decisão 
idênticas obtidas das amostras de bootstrap do conjunto de dados de treinamento. 
Support vector regression (SVR), como a forma de regressão da support vector 
machine, fornece diferentes conjuntos de hiperplanos para selecionar a melhor linha 
de regressão com o mínimo de erros possível no modelo. Embora todos os algoritmos 
de ML tenham revolucionado os métodos de análise de big data, estudos recentes 
mostraram que o uso individual de algoritmos de ML pode estar sujeito a superajuste e 
aumento da taxa de falsos positivos (Yoosefzadeh-Najafabadi et al., 2022).         

As ferramentas de predição genômica são utilizáveis em programas de melhoramento 
genético com base em métodos estatísticos, como o GBLUP (genomic best linear 
unbiased prediction), o qual tem sido amplamente utilizado em seleção genômica (SGA). 
Apesar do sucesso dos métodos lineares em SGA, eles podem enfrentar desafios devido 
à alta dimensionalidade dos dados do marcador versus o número de indivíduos e à 
presença de relações complexas difíceis de explicar. Para melhorar os modelos lineares 
em SGA, tem havido aumento no uso de métodos não lineares, como modelos ML e 
deep learning (DL), para prever fenótipos de plantas. No entanto, essas ferramentas 
não são projetadas para capturar relacionamentos não lineares em conjuntos de dados 
multidimensionais. Os algoritmos de ML têm o potencial de superar a precisão de 
previsão das ferramentas atuais usadas para previsão de genótipo para fenótipo, devido 
à sua capacidade de extrair recursos de dados de forma autônoma. Por exemplo, a 
Random Forest do método ML pode capturar padrões em dados de alta dimensão para 
fornecer previsões precisas e pode levar em conta efeitos não aditivos. Seu uso como 
modelo para seleção genômica também tem demonstrado desempenho superior em 
comparação a modelos lineares como Bayesian Least Absolute Shrinkage and Selection 
Operator (LASSO) e Ridge Regression BLUP (RR-BLUP), dependendo da arquitetura 
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genética da característica estudada. Outros modelos de ML que mostraram potencial 
para seleção genômica incluem redes neurais convolucionais e redes neurais profundas 
(Danilevicz et al., 2022). Mais detalhes e aplicações sobre a Inteligência Artificial (I.A.) na 
análise genômica podem ser acompanhados no Capítulo 5 deste livro.

Considerações Finais
Mediante a integração das modernas tecnologias de análise genômica e do 

melhoramento tradicional de plantas, novas abordagens estão sendo propostas para 
enfrentar os desafios agrícolas globais, como segurança alimentar, mudança climática 
e agricultura sustentável. Por meio dos avanços na análise genômica tem sido possível 
implementar, de forma eficiente e crescente, técnicas de biologia molecular, métodos 
eficazes de melhoramento (como a seleção genômica) e a engenharia genética, 
acelerando o processo de melhoramento de plantas de maneira segura, sustentável e 
precisa. Consequentemente, isso tem permitido o desenvolvimento de novas cultivares 
com características desejáveis e superiores, com maior potencial de rendimento, tolerância 
a estresses bióticos e abióticos e menor dependência de insumos químicos. Além disso, 
o melhoramento molecular de plantas tem auxiliado na preservação e utilização eficiente 
dos recursos genéticos vegetais, pois, pela identificação e caracterização da diversidade 
genética, é possível propor estratégias eficientes de preservação, conservação e 
manipulação dessa diversidade, garantindo maior sustentabilidade aos programas de 
melhoramento por meio da ampliação da base genética, além de possibilitar selecionar 
e introduzir alelos favoráveis para fenótipos desejáveis. Por fim, tecnologias de edição 
de genoma, como CRISPR (tecnologia detalhada no Capítulo 12 deste livro), têm 
possibilitado aos cientistas fazerem alterações precisas e controladas no genoma 
das plantas, sem a introdução de genes de espécies não relacionadas, acelerando o 
processo de melhoramento genético.

Entre as perspectivas de avanço para a área da genômica, pode-se citar: i) contínuo 
aprimoramento das ferramentas moleculares e redução de custos de genotipagem, 
ampliando seu uso para maior número de espécies trabalhadas por programas de 
melhoramento genético; ii) utilização de quantitativos cada vez maiores de marcadores 
genômicos nas análises de melhoramento, possivelmente na casa das centenas de 
milhares de marcas SNP; iii) incremento do uso da tecnologia de edição de genoma, 
como CRISPR, para realizar alterações precisas e controladas no genoma das 
plantas e, consequentemente, acelerar o processo de desenvolvimento de plantas 
com fenótipo melhorado; iv) aplicação da genômica para melhorar características 
com impacto econômico, como a produção de biocombustíveis, a geração de 



280

Melhoramento de precisão: aplicações e perspectivas na genética...

alimentos nutracêuticos, que proporcionam benefícios médicos e de saúde, e o 
desenvolvimento de processos mais sustentáveis e econômicos de produção, como 
por exemplo, cultivares com maior resistência a doenças obtidas por seleção assistida; 
e v) continuidade da utilização de técnicas de inteligência artificial e aprendizado de 
máquina na análise genômica, visando automatizar e otimizar o processo de análise 
de grandes conjuntos de dados, identificando padrões e relações complexas entre 
os genes e os fenótipos, que são informações valiosas para o desenvolvimento de 
estratégias de melhoramento genético mais eficazes; vi) incorporação cada vez maior 
de dados via fenotipagem em larga-escala (como os obtidos por drones e NIRS) nos 
modelos de seleção genômica e, também, dados de ambientômica. Tais perspectivas 
prometem impulsionar ainda mais a área da genômica vegetal, e o contínuo progresso 
tecnológico abre caminho para um futuro promissor das aplicações do melhoramento 
molecular.
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Introdução 
A produção de grãos, frutos e fibras e outros produtos da agricultura para atender 

demanda da população mundial, que deverá superar os 10 bilhões de habitantes em 
2050, é um dos maiores desafios da humanidade nas próximas décadas. O Brasil, 
com quase 216 milhões de habitantes, ocupa a 7ª posição em termo dos países mais 
populosos do planeta (United Nations, 2022). O Brasil é um dos únicos países do 
mundo a ter um vasto território com todas as condições necessárias para produção 
agrícola, principalmente em relação à água e terra agricultável, sem a necessidade 
de abrir novas fronteiras agrícolas, especialmente na região amazônica. A produção 
agrícola no Brasil, além de atender a demanda interna, deve ter também excedentes 
para a exportação, visando ter superávit crescente na balança de pagamento. O Brasil 
já alimenta 800 milhões de pessoas no planeta. Espera-se que nas próximas décadas 
o Brasil produza alimentos para atender dois bilhões de pessoas, ou seja, número 
quase dez vezes superior à sua população (Contini; Aragão, 2021).

A denominada Revolução Verde, que ocorreu na década de 60 do século passado, 
quando a humanidade apresentou a maior taxa de crescimento populacional, foi 
assentada em três pilares: o emprego mais acentuado de fertilizantes; a disponibilidade 
de inúmeros defensivos agrícolas; e o melhoramento genético das plantas, 
disponibilizando novas cultivares. Não existe esperança de que os dois primeiros 
pilares possam continuar contribuindo para a maior produtividade da agricultura, como 
ocorreu antes, principalmente devido às questões ambientais e ao incremento no 
custo de produção. Assim, a expectativa é que a obtenção de novas cultivares seja a 
protagonista responsável pelo aumento da produção dos produtos agrícolas (Ramalho 
et al., 2021). 



Contudo, além da pressão do crescimento populacional, há previsões que os 
estresses bióticos e abióticos sejam crescentes. Em um cenário como esse, o 
melhoramento genético das plantas deve utilizar todas as ferramentas possíveis, 
algumas são comentadas nos demais capítulos deste livro, para ampliar a eficiência 
dos processos seletivos, ou seja, aumentar o ganho genético com a seleção, 
por unidade de tempo. Uma das possibilidades, entre as já comentadas, seria o 
emprego das estratégias visando a aceleração na obtenção de novas cultivares. Na 
Austrália, em 2003, na University of Queensland, surgiu o termo Speed Breeding 
(SB) para denominar o conjunto de processos que visavam acelerar os programas 
de melhoramento de trigo (Watson et al., 2018). Esse termo passou, então, a ser 
amplamente utilizado. O foco deste capítulo é discutir alternativas de SB, como ênfase 
na interação dos princípios biológicos e a manipulação de fatores ambientais; as 
experiências brasileiras no emprego de SB ao longo do tempo; e as perspectivas do 
processo nas próximas décadas.

Alternativas para acelerar os ganhos genéticos

Todos os caracteres das plantas de importância agronômica e econômica, tais 
como aqueles envolvidos na produção de grãos, frutos e fibras, são controlados por 
inúmeros genes. A genética mendeliana mostra que a probabilidade de se acumular 
todos os alelos favoráveis dos diferentes genes, para uma dada condição, em um 
ou poucos ciclos seletivos, é infinitamente pequena. Desse modo, o melhoramento 
genético de plantas é um acúmulo de alelos favoráveis ao longo do tempo, realizado 
consciente ou inconscientemente, por meio da seleção recorrente (SR). Ou seja, 
ciclo de seleção seguido da recombinação/intercruzamento das melhores progênies/
linhagens/indivíduos (Rutkoski, 2019; Bernardo, 2020). Esse processo, sem dúvida 
nenhuma, começou com a domesticação das plantas e continua até hoje. 

Como já comentado, a sociedade humana necessita que cada ciclo seletivo 
seja o mais rápido e eficiente possível, pois, só assim, toda a demanda dos 
produtos da agricultura será atendida. Para visualizar como a eficiência da SR 
pode ser ampliada, é válido comentar a respeito da “equação do melhorista” e seus 
componentes (Cobb et al., 2019; Sinha et al., 2021). Ela possibilita estimar o ganho 
esperado com a seleção (GS) para qualquer caráter submetido a SR, obtido pelo 
estimador: 

 σ2
A 

            ic  σF  GS = 

 
t
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Nessa equação, t representa o número de anos necessário para completar um 
ciclo de SR. A eficiência, portanto, é avaliada pelo maior GS por unidade de tempo, 
que é o foco deste capítulo – Speed Breeding (SB).

Desse modo, existem várias alternativas para se estimar a eficiência do GS, as quais 
podem ser inferidas a partir da “equação do melhorista”. Resumidamente, tem-se i, por 
exemplo, que representa a intensidade de seleção padronizada. O valor é tabelado em 
função da proporção de indivíduos/progênies selecionada. Quanto menor a proporção, 
maior é o ganho esperado. Todavia, a SR exige que a variabilidade genética seja 
mantida para se ter a continuidade do sucesso a longo prazo. Em princípio, uma 
intensidade de seleção alta – pequena proporção de indivíduos selecionados - pode 
ser obtida avaliando maior número de genótipos diferentes a cada ciclo seletivo. 
Contudo, esse número tem um limite, que depende do seu custo-benefício. Isto é, o 
GS dividido pelo custo de cada progênie/indivíduo avaliado. Infelizmente, essa relação 
não é linear (Rutkoski, 2019). 

Outro componente da equação é o c, o qual se refere à proporção da variância 
aditiva (σ2

A ) que é explorada com a seleção, quando ela envolve a reprodução sexuada. 
Por exemplo, pode-se avaliar progênies não endogâmicas e endogâmicas. Na 
primeira, estão as progênies de meios-irmãos (HS) ou irmãos completos (FS), as quais 
exploram menor proporção de σ2

A  (menor c) que as endogâmicas, aquelas submetidas 
a uma ou mais gerações de autofecundação (S1, S2, Sg).  O c depende, também, do 
tipo de progênies que serão intercruzadas para se obter a população melhorada e 
possibilitar a continuação do processo. Suponha-se que fossem avaliadas progênies 
de HS, sendo a recombinação também com sementes remanescentes de HS, o c será 
igual a 1/4, indicando que aquele ciclo SR explorou 1/4 de σ2

A . Por outro lado, se na 
recombinação forem utilizadas progênies S1 da mesma planta em que se obteve o HS 
ou clone dela, o c passa a ser 1/2. Maiores detalhes a esse respeito podem ser obtidos 
em Souza Junior (2001), Hallauer et al. (2010) e Resende (2015). Assim, pode-se 
visualizar com facilidade que o ganho por unidade de tempo (SB) irá depender do tipo 
de progênies avaliadas e recombinadas. 

Ainda nesse contexto, é preciso comentar o que ocorre quando se trata de 
plantas tipicamente autógamas, em que predomina a autofecundação natural. Nesse 
caso, o avanço das gerações é predominantemente realizado por meio de progênies 
endogâmicas. Quando isso ocorre, dois aspectos são fundamentais, o primeiro é o 
método de condução da população segregante. Nesse contexto, na literatura existem 
algumas opções. Uma delas, é o método de descendentes de uma única semente 
(SSD), o qual consiste basicamente no avanço das gerações endogâmicas a partir 
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de uma única semente de cada planta da geração F2. A partir de então, o processo 
é repetido por gerações sucessivas. Especialmente em regiões de inverno rigoroso, 
em que para se obter mais de uma geração por ano é necessário o emprego de 
ambientes controlados - casa de vegetação -, o SSD é o escolhido porque ocupa 
menos espaço que os outros métodos. Em função desse fato, o SSD é considerado 
como uma técnica de SB em muitas publicações. Todavia, sob condições tropicais, em 
que é possível mais de um cultivo por ano no campo, evidentemente o SSD não tem 
a vantagem preconizada. Deve ser salientado que, nesse método, a velocidade de 
se conseguir a homozigose é igual ao dos demais. Além do mais, esse procedimento 
acarreta grande perdas de genótipos, devido à amostragem ineficiente. Destaca-se, 
também, que o fato de se tomar uma amostra a partir de uma planta da geração F2 
ou de uma outra geração não indica necessariamente que essa amostra represente 
a variabilidade daquela geração amostrada. Considerando o que foi comentado 
anteriormente, com SSD é impossível predizer com precisão o valor do c - valor da 
proporção da σ2

A   - que é utilizada na seleção em determinada geração, como ocorre 
com os demais métodos.

No estimador do GS, a σ2
A  é, como já foi mencionado, a variância aditiva, sendo 

parte da variabilidade genética da população. Quanto maior σ2
A  maior é o ganho 

por unidade de tempo. Assim, na SR deve-se utilizar de estratégias para manter 
um valor expressivo de σ2

A  ao longo do tempo. Porém, esse assunto não será o 
foco deste capítulo. Finalmente, o desvio fenotípico (σF) da unidade de seleção, o 
qual pode ser entre indivíduos ou média de progênies. Em síntese, o GS é função 
da habilidade ou ferramentas que os melhoristas possuem para identificar, pelo 
fenótipo, os melhores genótipos – maior número de alelos favoráveis possíveis entre 
os indivíduos/progênies avaliados. Isso depende de muitos fatores, dentre eles, a 
precisão experimental. Nesse contexto, algumas alternativas têm sido empregadas, 
uma delas, a seleção genômica, discutida em detalhes no capítulo 10. Seu objetivo 
principal é o uso da informação existente nos ácidos nucleicos, a fim de identificar 
os melhores genótipos/fenótipos. Outra opção, a qual tem sido muito difundida, 
é a fenotipagem de alto rendimento, apresentada no capítulo 9 desta publicação. 
Deve ser mencionado, também, o envolvimento da biometria, por meio de inúmeras 
técnicas, visando a aproveitar melhor a fenotipagem, a partir de outras informações 
relacionadas, como fatores ambientais e ambientômica, abordados no capítulo 8 e 
em outras partes desta publicação.

Adicionalmente, deve-se enfatizar que, para reduzir o t da equação, existem 
alternativas para acelerar a SR. Todas elas são focadas em obter, o mais rapidamente 
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possível, as progênies/linhagens a serem avaliadas e/ou intercruzadas. Algumas 
dessas estratégias são o foco deste capítulo. 

O processo de Speed Breeding
Para acelerar o ciclo de vida das plantas é importante saber que o crescimento 

e desenvolvimento dependem de sinais ambientais (abióticos ou exógenos), 
principalmente presença de água, nutrição, luz, fotoperíodo e temperaturas. Esses, 
por sua vez, induzem a síntese de sinais endógenos, os hormônios vegetais ou 
mensageiros primários. Os hormônios vegetais atuam no controle do ciclo celular, 
da expressão gênica e da ativação enzimática. A “ativação” ou “repressão” de genes 
causam alteração na produção de proteínas, sendo que a maioria dará origem as 
enzimas. Quando se pretende trabalhar com a aceleração de ciclo nas plantas, tenta-
se acelerar ao máximo a mitose e a diferenciação celular. Assim, tem-se procurado 
atuar nos processos metabólicos nas diferentes células que constituem os tecidos 
dos órgãos das plantas, com foco em acelerar a obtenção da geração seguinte 
(Figura 1).

Figura 1. Esquema dos três principais momentos do ciclo de vida de uma planta relacionados 
à aceleração de ciclo. As técnicas de Speed Breeding intensificam os sinais ambientais que 
induzem a síntese de sinais endógenos acelerando o ciclo de vida das plantas.
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A aceleração do ciclo das plantas, especialmente as anuais, pode, em princípio, 
ser obtida em três momentos. O primeiro é com relação a velocidade de germinação/
emergência. A eficácia dos processos de SB com foco nessa etapa, para grande 
número das plantas cultivadas, deve ser pequena. Uma das razões é que a maioria 
das espécies, durante a domesticação, já foram selecionadas visando à redução 
na dormência das sementes (Soltani et al., 2021). Se não ocorrer dormência, a 
variabilidade para velocidade de germinação/emergência deve ser muito pequena. 
Todavia, em algumas plantas perenes cultivadas existem problemas de dormência 
das sementes, que atrasam o processo de obtenção de novos clones.

Sementes dormentes podem ser tratadas com estratificação a frio, imersão das 
sementes em água ou hormônios promotores da germinação, como giberelinas. 
Combinar a cultura de embriões com a quebra da dormência das sementes economizará 
mais tempo no ciclo de geração (Pandey et al., 2022). No caso da oliveira, os clones são 
obtidos a partir de populações segregantes oriundas de plantas seminais. A germinação 
das sementes, normalmente utilizando sementeiras com solo, demora alguns meses, 
devido à dormência das sementes, atrasando o processo de seleção. Montilon et al. 
(2022) descrevem um protocolo para acelerar a germinação de sementes híbridas de 
oliveira que utiliza cultura de embriões para superar os inconvenientes relacionados à 
longa dormência das sementes e, adicionalmente, contribui para maior uniformidade e 
percentagem de germinação que no processo tradicional.

O segundo momento é focado na redução do tempo da emergência ao pleno 
florescimento das plantas (Figura 1). Essa etapa tem recebido grande atenção dos 
pesquisadores de SB. Em várias espécies anuais cultivadas existem informações do 
controle genético do número de dias para o início do florescimento, como em milho 
(Buckler et al. 2009) e soja (Lin et al., 2021), por exemplo. Em todos esses trabalhos, 
têm sido identificados inúmeros genes envolvidos nesse processo. Contudo, existem 
muitas evidências do efeito do ambiente na expressão do caráter número de dias para 
o florescimento. Nesse contexto é que se concentrou as principais ações do Speed 
Breeding que serão comentadas neste tópico. 

Para reduzir o número de dias para o florescimento, há a necessidade de 
compreender que, em muitas plantas, mudança no fotoperíodo pode desencadear 
uma transição da fase vegetativa para o florescimento (fase reprodutiva). As plantas 
são classificadas em três grupos de acordo com a duração crítica da noite que 
desencadeia a floração (Shafiq et al., 2021):

1) Plantas de dia curto (PDCs) requerem duração noturna mais longa que a crítica;
2) Plantas de dia longo (PDLs) requerem duração noturna mais curta que a crítica;
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3) Plantas neutras ao dia (PNDs) não são reguladas pela duração da noite.
Utilizando o conceito proposto pelos pesquisadores da University of Queensland, o 

SB acelera a floração, explorando o fotoperíodo das plantas, a qualidade e intensidade 
de luz, além de fatores como temperatura e umidade (Hickey et al., 2017). 

Independentemente se a aceleração de ciclo vai ser realizada no campo ou em 
ambientes artificiais, a luz é um fator crítico ao crescimento das plantas, em que a 
intensidade e a qualidade são importantes. A intensidade da luz é medida pela 
densidade de fluxo de fótons fotossintéticos, mais conhecida como PPFD, ou seja, os 
fótons que realmente atingem a planta. A título de curiosidade, o sol do meio-dia nos 
trópicos tem um valor de aproximadamente 110.000 lux, que convertido para PPFD 
é 1342 umol/m2/s. Com essa intensidade de luz, principalmente nas regiões Centro-
Oeste e Nordeste do Brasil, a aceleração de ciclo pode ocorrer o ano inteiro no campo, 
diferentemente com o que ocorre em países de clima temperado, onde há necessidade 
de investir em ambientes confinados e com luz artificial. É importante ressaltar que em 
ambientes confinados, dependendo do tipo de cobertura, a intensidade de luz cai mais 
do que pela metade em relação à intensidade de luz de locais descobertos, por isso 
necessita-se investir em sistemas de iluminação artificial para ambientes confinados, 
mesmo nos trópicos (Figura 2).

Figura 2. A linha continua representa 
os valores de densidade de fluxo de 
fótons fotossintéticos (PPFD) em 
área descoberta e a linha tracejada 
os valores de PPFD dentro de uma 
casa de vegetação com teto de 
policarbonato translucido. Ambas 
medições foram realizadas dia 7 de 
janeiro de 2022, na UFRJ, Rio de 
Janeiro, RJ.

Enquanto a intensidade de luz é medida pela PPFD, a qualidade da luz é medida por 
meio da radiação fotossinteticamente ativa, ou PAR, que é a faixa de comprimento de 
onda entre 400 nm e 700 nm. As plantas usam essa faixa de radiação eletromagnética 
para realizar a fotossíntese. Estudos relatam que a luz azul (425–490 nm) e a luz 
vermelha (610–700 nm) têm os melhores comprimentos do espectro de luz para 
a fotossíntese das plantas (Figura 3) (Wanga et al., 2021). Já a proporção de luz 
vermelha (R) e vermelha distante (FR) é crítica e responsável pela floração da planta. 
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Essa proporção R/FR varia com a estação do ano e a latitude, sendo assim, é possível 
utilizar diferente genótipos em épocas de semeadura e latitudes diferentes para 
acelerar a floração. No caso de ambientes controlados, como casas de vegetação, é 
possível ajustar essa proporção para a induzir a floração (Li et al., 2018).

Figura 3. Radiação fotossinteti-
camente ativa (PAR) com a faixa 
de comprimento de onda entre 
400 nm e 700 nm e percentual 
de absorção pelas clorofilas a e b 
de acordo com o comprimento de 
onda.

A nova tecnologia de iluminação LED permite a entrega precisa de comprimentos 
de onda de luz para manipular o crescimento e desenvolvimento das plantas. Isso foi 
aplicado com sucesso para promover o florescimento e ao mesmo tempo suprimir 
o crescimento da planta para culturas em que se utiliza o SB, como tremoço e 
soja (Wanga et al., 2021). Desse modo, aproveitar os comprimentos de onda para 
controlar o crescimento da planta é um campo promissor, ainda a ser mais explorado 
ou otimizado para SB em muitas espécies. Teoricamente, adaptando a composição 
do comprimento de onda ao longo do ciclo de vida da planta é possível gerenciar 
a atividade dos fitormônios visando aumentar a eficiência do uso de SB (Watson et 
al., 2018). Por exemplo, no arroz, o controle dinâmico dos sistemas de iluminação 
pode permitir comprimentos de onda enriquecidos com vermelho distante (FR) para 
promover o florescimento precoce, seguido por comprimentos de onda vermelho-azul 
mais baixos, que podem suprimir o alongamento do caule e reduzir a altura da planta.

O desenvolvimento fenológico também é impulsionado pela temperatura. No 
entanto, a relação entre fotoperíodo e temperatura não é linear. A taxa de crescimento 
geralmente aumenta com temperaturas mais altas e, na maioria das espécies, o 
desenvolvimento vegetativo ocorre em uma temperatura ótima mais alta do que o 
desenvolvimento reprodutivo. A ocorrência do florescimento em muitas culturas é 
sensível a altas temperaturas, afetando particularmente a meiose e a viabilidade do 
pólen. Para otimizar os protocolos de SB, podem ser usadas temperaturas mais altas, 
com o intuito de acelerar o crescimento vegetativo, e temperaturas mais baixas, a 
partir do florescimento (Ghosh et al., 2018; Li et al., 2018). Contudo, o que realmente 
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conta para o número de dias para o início do florescimento são as “unidades de calor”, 
que variam de acordo com a espécie envolvida.

A aplicação de tratamentos de estresse é outra abordagem utilizada em SB para 
acelerar o ciclo. A maioria das espécies cultivadas submetidas a estresse aceleram o 
início do florescimento. Esses protocolos de estresse podem ser estabelecidos com alta 
ou baixa temperatura, deficiência de nutrientes, excesso ou falta de água, ou regulando 
a intensidade luminosa. Adicionalmente, densidade populacional, tratamentos com UV 
e infecção por patógenos podem também acelerar o florescimento (Bhatta et al., 2021). 
Um exemplo de uso de estresse abiótico foi apresentado por Zheng et al. (2013), no 
qual o trigo foi cultivado em recipientes com 80 cm3 e as plantas foram submetidas a 
estresse hídrico. Com esse protocolo, foi possível obter oito gerações por ano, todavia 
o número de sementes produzido por planta foi pequeno, duas a três.

Para alguns cereais, a semeadura pode ser realizada tanto na primavera como no 
inverno, em muitas regiões do mundo. Diferentemente das de primavera, as cultivares 
de inverno precisam ser tratadas em baixa temperatura por longos períodos para 
acelerar o florescimento. Cha et al. (2022) aplicaram o conhecimento de SB existente 
para as de primavera nas de inverno. O sucesso foi grande quando se associou o 
protocolo aplicado às linhagens de primavera com a vernalização de mudas de 
embriões jovens a 10ºC, conseguindo, assim, até sete gerações em cevada, seis em 
trigo, cinco em aveia e triticale por ano.

A terceira possibilidade de acelerar os programas de melhoramento é no período 
denominado de enchimento de grão. Existem duas fases importantes após a obtenção 
da célula ovo ou zigoto. A primeira fase é o período de intensa divisão celular para se 
obter as células que irão constituir as sementes, já na segunda, ocorre o acúmulo de 
carboidratos nessas células, que irão propiciar as reservas necessárias para germinação 
e emergência das plantas. Esse acúmulo de matéria seca nas células irá cessar quando 
a maturação fisiológica estiver completa (Lee; Tollenaar, 2007). As tentativas de SB são 
realizadas para “pular” essa etapa, por meio de cultivo de embriões sobre condições 
controladas. Essa é uma alternativa de SB que será comentada a seguir.

A cultura de embriões é uma das técnicas para a obtenção de plântulas o mais 
precoce possível, utilizando células embrionárias, ou seja, aquelas obtidas a partir das 
células derivadas do ovo ou zigoto. O tecido é isolado e colocado para o cultivo direto 
no meio de cultura em condições estéreis, para obter plantas viáveis. O sucesso do 
processo depende das condições que se tem no meio de cultura, de modo a promover 
o crescimento e desenvolvimento até a obtenção da plântula, que será posteriormente 
transplantada para um meio apropriado, visando completar o ciclo da planta. Essas 
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técnicas têm sido amplamente utilizadas com algumas finalidades além da SB, como por 
exemplo, na recuperação de híbridos interespecíficos. A dificuldade do processo está 
associada ao manejo das células embrionárias em laboratórios e a identificação do meio 
de cultura apropriado para o crescimento e desenvolvimento, o que provavelmente deve 
variar com a espécie. É importante salientar que essa estratégia de SB, pelo menos em 
princípio, é a que mais pode acelerar os programas de melhoramento, uma vez que o 
período entre a fertilização e a final da maturação fisiológica é a fase mais demorada da 
vida de um vegetal. Ela tem sido utilizada com sucesso para acelerar o ciclo do milho, 
trigo, aveia, soja, entre outras culturas (McCaw et al., 2021).

Alguns trabalhos de SB estão relacionados na Tabela 1. Nessa tabela foi incluída 
as principais estratégias de SB utilizadas e o número de gerações por ano que foi 
possível conduzir. 

Tabela 1. Algumas espécies em que se aplicou o Speed Breeding para acelerar o ciclo das 
plantas.

Espécie Estratégia de SB
Gera-
ções/
ano

Fonte

Aveia (Avena sativa)1 Cultura de embrião 7 Liu et al. (2016)

Cevada
(Hordeum vulgare)1

Desenvolvimento das plantas por meio 
do controle de luz em casa de vegetação 6 Hickey et al. (2017)

Trigo
(Triticum aestivum)1

Desenvolvimento das plantas por meio 
do controle de luz em casa de vegetação 6 Ghosh et al. (2018)

Trevo
(Trifolium subterraneum)1

Cultura de embrião seguido de cresci-
mento em casa de vegetação, regulando 
temperatura e estendendo o fotoperíodo 

6 Pazos-Navarro et 
al.  (2017)

Ervilha1

(Pisum sativum) Cultura de embrião 6,8 Ribalta et al. 
(2017)

Arroz
(Oryza sativa)2

Luz vermelha para indução de floresci-
mento 5 Jähne et al. (2020)

Sorgo
(Sorghum bicolor)2

Cultura de embrião seguido de cresci-
mento em casa de vegetação, regulando 
temperatura e estendendo o fotoperíodo 

6 Forster et al. 
(2014)

Soja
(Glycine max)2

Luz vermelha para indução de floresci-
mento 5 Jähne et al. (2020)

Amendoim
(Arachis hypogaea)2

Crescimento em ambiente controlado, 
regulando temperatura e estendendo o 
fotoperíodo 

4 Rowell et al. (1999)

Amaranto
(Amaranthus spp.)2

Luz vermelha para indução de floresci-
mento 4 Jähne et al. (2020)

1Espécies de dias longos; 2Espécies de dias curtos
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O emprego de duplo-haploide para acelerar programas de 
melhoramento

Em plantas autógamas e em plantas alógamas que utilizam sementes híbridas o que 
se almeja, como já comentado em outras técnicas de SB anteriormente apresentadas, 
é obter linhagens o mais rápido possível. Com essa finalidade, o emprego de duplo 
haploides (DH) possibilita obter rapidamente indivíduos 100% homozigotos, o que 
não é possível com nenhuma outra técnica. As etapas de obtenção do DH envolvem 
a indução e identificação dos indivíduos haploides, duplicação cromossômica dos 
selecionados e multiplicação das sementes DH. A etapa de indução de haploidia 
pode ser realizada de duas formas, in vitro ou in vivo (Niazian; Shariatpanahi, 2020). 
O sistema de indução in vitro utiliza técnicas da cultura de tecidos com os gametas 
masculinos- cultura de anteras - ou feminino - óvulos (Figura 1). A indução de haploides 
in vivo pode ser realizada por meio da polinização com linhagens indutoras, como 
tem sido muito utilizada na cultura do milho. Nesse caso, pode-se obter haploides 
ginogenéticos, quando a linhagem indutora é a doadora do grão de pólen, ou 
androgenéticos, a indutora é o genitor feminino. O primeiro indutor identificado foi a 
linhagem Stock 6, na década de 1950. Todavia, o gene indutor tem uma penetrância 
incompleta, pois a taxa de indução não é de 100%. Inicialmente, ela era de apenas de 
2,5%. Com a seleção, tem sido possível aumentar a taxa de indução para valores em 
torno de 15% (Andorf et al., 2019). Outra forma de se obter indivíduos haploides in vivo 
é o cruzamento interespecífico entre espécies relacionadas, como ocorre em cevada, 
batata, trigo e tabaco.

Como mencionado, após a indução da haploidia é necessária a identificação e 
seleção dos indivíduos haploides. Essa é uma das etapas mais importante e constitui 
um gargalo no processo de obtenção de DH em algumas espécies. Ela pode ser 
realizada, principalmente, por marcadores fenotípicos, por contagem cromossômica, 
pela citometria de fluxo ou pelo uso de marcadores moleculares. Maiores comentários 
a respeito desses procedimentos podem ser obtidos em Lemos (2021). Após a 
identificação dos haploides, é necessário a duplicação cromossômica. O processo 
envolve a aplicação de agentes antimitóticos, que atuam durante a formação das fibras 
do fuso na mitose. Com essa finalidade, a colchicina foi muito utilizada no passado, 
entretanto, alternativas com tratamentos químicos têm sido usadas, entre elas citam-
se a trifluralina, amiprofos-metilo e gás óxido e, também, alguns físicos, como choque 
de temperatura. Em algumas culturas, pode ocorrer também a duplicação espontânea 
do haploide, como tem sido observado no milho, embora com baixa porcentagem 
(Boerman et al., 2020). 
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Experiência no Brasil Visando a Aceleração 
dos Programas de Melhoramento

Embora o melhoramento genético das plantas no Brasil tenha iniciado há muito tempo, 
os maiores avanços ocorreram a partir dos anos 1970 do século passado. Sobretudo, com a 
criação dos programas de pós-graduação, da Empresa Brasileira de Pesquisa Agropecuária 
(Embrapa), de empresas estaduais de pesquisa e das empresas produtoras de sementes e 
outros produtos agrícolas.  O progresso genético obtido nesse período foi enorme (Ramalho 
et al., 2021). Grande parte desse progresso foi obtido por meio de estratégias que aceleraram 
os programas de melhoramento de plantas anuais, bem como perenes. 

No caso da cultura do milho, até próximo de 1980, as cultivares disponíveis, seja de 
híbrido duplos ou de variedades, eram todas excessivamente altas e de ciclo longo. As 
primeiras tentativas de alterar o porte das plantas ocorreram, sem muito êxito, por meio da 
utilização de alelos de genes braquíticos visando a redução, sobretudo, do comprimento dos 
entrenós das plantas. O sucesso ocorreu posteriormente por meio da utilização de linhagens 
de clima temperado nos programas de melhoramento das empresas privadas em condições 
tropicais, o que era considerado inviável na época. Evidentemente, tiveram enorme êxito 
na redução na altura e, consequentemente, no ciclo das plantas. Outra estratégia que 
contribuiu enormemente para o SB do milho foi a migração das estações de pesquisa, que 
se concentravam mais para o sul do País, com a possibilidade da condução de apenas uma 
geração por ano, para outras regiões em que a oscilação de temperatura, durante o ano, 
não é grande, permitindo duas ou até três gerações de melhoramento por ano. Deve -se 
salientar que essa migração para as regiões Centro-Oeste e Norte coincidiu também com 
a extensão das épocas de semeadura do milho, principalmente em sucessão da cultura da 
soja. O sucesso foi enorme, tanto é que a produção do milho, que antes se concentrava 
na safra de verão (semeadura de setembro a novembro no Sul e Sudeste) passou a ser 
predominante obtida na segunda safra, em sucessão ao cultivo da soja (Conab, 2023). 

Em outras plantas anuais, como o feijão, o programa de melhoramento foi acelerado 
por meio de até três safras por ano, em algumas delas usando irrigação. No caso 
da soja, como ocorreu com o milho, muitas empresas migraram as suas estações 
experimentais para regiões principalmente do Centro-Oeste. Fato que contribuiu e 
muito para a redução do ciclo da soja, o que tornou mais viável o cultivo em sucessão 
do milho após essa leguminosa. Deve ser enfatizado que, anteriormente, praticamente 
todas as cultivares de soja precoce eram de crescimento determinado, com menor 
produtividade. A obtenção de plantas de crescimento indeterminado e precoces, com 
maior potencial produtivo, tem sido a principal razão do maior sucesso. 
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No caso das plantas perenes, o exemplo mais notável tem sido com a cultura do 
eucalipto. O sucesso do melhoramento dessa espécie possibilitou ao Brasil ser um dos 
maiores produtores de celulose, carvão vegetal e outros produtos derivados da madeira, 
no mundo. Para isso, algumas estratégias que se enquadram na categoria de Speed 
Breeding tiveram que ser adotadas antes mesmo da criação desse termo. De início, é 
importante salientar que os plantios de eucalipto, até próximo do final dos anos 60 do 
século XX, eram com mudas seminais. Após o domínio da técnica de clonagem, o uso 
de clones em escala comercial tornou-se viável.

O emprego de clones tem a vantagem de possibilitar utilizar na seleção todos os 
tipos de interação alélica, dominância e epistasia, e não só a aditiva. Dizendo de outro 
modo, possibilita a perpetuação de boas combinações híbridas, híbrido simples, sem a 
necessidade de obter linhagens (Rezende et al., 2014). Como mencionado, no eucalipto, 
os plantios anteriores eram de mudas seminais oriundas de sementes derivadas de 
populações obtidas de poucos ciclos de seleção massal ou de meios-irmãos. No início, 
o progresso genético com a seleção de clones dos plantios comerciais foi enorme, pois 
permitia a aplicação de grande intensidade de seleção, em função da existência de 
alguns milhares de plantas para serem selecionadas. Contudo, com a ampliação das 
áreas de plantio clonais reduziu-se a área seminal, e a possibilidade de selecionar nas 
extensas áreas de plantios comerciais. Para continuar tendo sucesso com a seleção, foi 
necessário acelerar os programas SR nas populações e ampliar o número de clones a 
serem avaliados (Nunes et al., 2002). Para condução de SR com maior eficiência, foi 
necessário buscar alternativas para ampliar o progresso genético por unidade de tempo. 

Para isso, foram desenvolvidas algumas tecnologias. Uma delas foi com relação 
a necessidade de realização da hibridação artificial. As dificuldades de cruzar 
duas arvores de eucalipto sob condição de campo eram enormes. A primeira era 
com relação a não coincidência de florescimento das árvores. Para solucionar o 
problema, foi pesquisada a possibilidade de armazenamento dos pólens, o que se 
mostrou viável usando algumas tecnologias (Pereira et al., 2002). Outra grande 
dificuldade prática era como realizar hibridação manualmente em função da altura 
das plantas no campo. Os melhoristas tiveram que desenvolver estratégias que 
atenuassem o problema. O sucesso foi grande e rápido. Para isso, utilizaram uma 
substância aplicada no solo que estimulou o florescimento em plantas bem jovens. 
Essa tecnologia foi associada a enxertia de topo (garfagem), no qual utilizam como 
cavalo uma planta clonada da mesma espécie que já tivesse passado pelo período 
juvenis, e como enxerto o ramo da planta em que se pretendia ter o florescimento. 
Com essa estratégia, foi possível realizar as hibridações em telados ou viveiros, com 
a altura das plantas de eucalipto semelhante à de uma planta anual (Figura 4).
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Para complementar o processo, foi desenvolvida técnicas de hibridação artificial, 
entre elas a de Assis et al. (2005), que eles denominaram de Protoginia Artificialmente 
Induzida (PAI). O PAI envolve o corte da extremidade de um botão maduro. Nessa 
condição, o estigma está receptivo, e ainda não ocorreu a antese. Nessa operação, o 
estigma também é cortado, e a fertilização artificial é realizada em seguida colocando o 
pólen (genitor masculino) na parte cortada do estilete (Figura 5). Segundo os autores, 
esse procedimento, além de mais fácil e rápido, reduz a contaminação em relação 
ao que era tradicionalmente realizado, “abrindo” o botão floral e retirando as anteras. 
Todas essas técnicas contribuíram para acelerar a seleção recorrente, tanto na etapa 
de obtenção das progênies, no início do processo, como ao proceder o intercruzamento 
dos melhores indivíduos/progênies.

Como o desempenho dos indivíduos/árvores nos testes de progênies e o clone 
deles derivados não estavam tendo alta associação, aventou-se a possibilidade da 
utilização do teste de progênies clonadas. Nesse caso, ao mesmo tempo em que 
se avalia o indivíduo no teste de progênie, já se está avaliando os clones (cópias) 
deles. Esse procedimento melhora a eficiência da avaliação do indivíduo, porque ele 
está sendo repetido e, consequentemente, da progênie. Evidentemente, com enorme 
redução do tempo de obtenção de novos clones. Esse é um claro exemplo de SB 
que associa a aceleração do processo de melhoramento sem perder a oportunidade 
de avaliação a indivíduos/clones, o que normalmente não ocorre na maioria dos 
procedimentos preconizados anteriormente. 

Figura 4. Indução do florescimento 
precoce em plantas de eucalipto 
cultivadas em vaso.

Figura 5. Realização da hibridação artificial utilizando a 
técnica da Protoginia Artificialmente Induzida (PAI).
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A obtenção de linhagens visando a produção de sementes híbridas de eucalipto era 
inimaginável devido ao tempo demandado para realizar quatro a cinco gerações de 
autofecundação. Contudo, Castro et al. (2021) propuseram uma tecnologia de acelerar 
o florescimento. O procedimento proposto pelos autores preconiza que as mudas 
obtidas via sementes, com aproximadamente 150 a 180 dias após a semeadura, 
serão enxertadas em um ramo de uma planta que já passou o período juvenil. 
Detalhes do processo (Figura 6) como um todo é apresentado por Castro et al. (2021). 
Considerando que, com 90 dias após a enxertia o florescimento nos ramos enxertados 
deve ocorrer, a autofecundação pode ser realizada e as sementes da geração Fg 
são obtidas com, aproximadamente, nove meses após a realização da enxertia das 
mudas advindas com sementes da geração anterior. Utilizando esse procedimento, a 
obtenção de linhagens torna-se factível, uma vez que demandaria tempo inferior a oito 
anos (Ramalho et al., 2022).

Figura 6. Procedimento 
para a obtenção de uma 
geração de eucalipto em 
um ano. A- Mudas obtidas 
a partir das sementes 
híbridas; B- Os ramos das 
mudas de plantas híbri-
das são enxertados via 
garfagem em plantas que 
já passaram pelo período 
juvenil; C - Crescimento 
e desenvolvimento da 
parte enxertada e D- Apa-
recimento dos primeiros 
botões florais nos ramos 
da planta.  

Considerações Finais
Um complicador no emprego do SB é que ele é genotipicamente dependente. Ou 

seja, nem todos os genótipos respondem aos fatores ambientais que contribuem para a 
aceleração do crescimento e desenvolvimento. Evidentemente, esse é um problema que 
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pode prejudicar a adoção da tecnologia para algumas espécies. Outra limitação é o custo 
de implantação, na maioria dos casos, de todo o processo envolvido. Muitos equipamentos 
são caros, além do mais, no caso específico do Brasil, iria exigir aquisição deles, muitas 
vezes no exterior, o que demandaria um pouco mais de tempo e custo. Também não 
se deve esquecer do custo de materiais de consumo, como alguns reagentes e outros 
produtos. Muitos desses equipamentos consomem muita energia elétrica (Samantara 
et al., 2022), o que pode ser uma restrição do emprego de SB, sobretudo em algumas 
espécies que são melhoradas apenas em empresas públicas e universidades.

Destaque especial deve ser dado quando o objetivo for reduzir o tempo para o início 
do florescimento. Assim, casas de vegetação são indispensáveis. Evidentemente, o 
tamanho de casa irá depender da espécie e da magnitude do programa de melhoramento. 
Deve-se destacar que o custo por metro quadrado de implantação é elevado, mesmo 
para os padrões dos países em que restrição de recurso para pesquisa é bem menor 
que no Brasil. Dessa forma, é indispensável estudar alternativas de aceleração de 
ciclo, sem a necessidade de casas de vegetação. Todavia, em sendo necessário o seu 
emprego, algumas observações são necessárias:

a) Tentar fazer adaptação de uma casa de vegetação que já existe não é uma boa 
alternativa. O ajuste pode ficar mais caro do que fazer uma nova. 

b) Evidentemente, deve-se preocupar em uniformizar ao máximo, em toda sua 
extensão, temperatura e umidade. Essa observação é particularmente importante para 
regiões tropicais.

c) Sempre que possível, deve-se racionalizar o uso de mão de obra. Deve-se 
considerar espaço para mecanização e automação, pois a colocação e retirada de 
vasos deve ser feita de maneira rápida a fim de contemplar o cronograma do SB. Além 
dos vasos, existe toda a questão da automação para fenotipagem e controle ambiental.

d) Atenção especial deve ser dada ao planejamento do uso racional de energia, 
que como já mencionado, é de custo elevado, e de água. Nesse contexto, procurar 
utilizar materiais de alta transparência e poder de difusão para reduzir o consumo de 
luz durante o dia. Os materiais existentes no mercado (policarbonato, vidro e plástico) 
reduzem pela metade o PPFD da luz solar.

e) Outro detalhe importante é tentar alocar todos os equipamentos, de modo a não 
prejudicar a colocação e retirada das plantas e a realização das hibridações artificiais 
quando for necessária.

Técnicas de SB que envolvam acelerar o período entre o ovo ou zigoto e obtenção 
de uma plântula, como já mencionado, requerem a necessidade de laboratórios e 
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pessoal qualificado em cultura de tecidos vegetais. Evidentemente que o protocolo 
pode variar de uma espécie para outra e o número de gerações a ser obtido por 
ano é também variável com a espécie. Uma dificuldade adicional, é o número de 
descendentes – sementes – que pode ser obtido de cada planta nessas condições 
totalmente artificiais.

Um comentário que serve para outros procedimentos de SB, incluindo o DH, é que 
a segregação esperada no final do processo é enorme. Seja, por exemplo, a obtenção 
de RIL – linhagens endogâmicas recombinantes - a partir da geração F1 do cruzamento 
de duas linhagens que estejam segregando para n genes. Nessa condição, é esperado 
que o número de RILs genotipicamente diferentes seja de 2n. Imagine-se que estejam 
segregando um número relativamente pequeno, por exemplo, dois em cada 1000 
genes da espécie. Tendo como referência uma planta como o milho, cujo número de 
genes estimados é próximo de 30 mil, n será 60. Assim, serão esperados 260 = 1,15 
x 1018 linhagens genotipicamente diferentes. Para se imaginar o que representa esse 
número, considere-se a semeadura de 70 mil plantas por hectare, com esses RILs. 
Nessa condição, seriam necessários 16,47 milhões de hectare para se ter todas as 
combinações possíveis. Ou seja, área superior à cultivada com milho, em um ano, no 
Brasil. Certamente, durante o processo muitas linhagens frágeis serão eliminadas, 
mas ainda permanece um número excessivamente grande, como ocorre com qualquer 
outro método de avanço das gerações segregantes até se obter linhagens.

Deve ser enfatizado que o importante é não ter um grande número de linhagens 
e sim ter boas linhagens ao final do processo. Nesse contexto, o fato de acelerar 
o programa de melhoramento para atingir rapidamente a homozigose muitas vezes 
diminui as chances de selecionar as plantas/progênies durante o avanço das gerações, 
pois as condições são totalmente artificiais. Nessa situação, não há outra alternativa a 
não ser de avaliar as linhagens ao final do processo de SB, sob condições de cultivo. 
O que evidentemente irá demandar tempo, reduzindo a vantagem da economia de 
tempo da SB. Esse fato foi comentado por Lemos et al. (2022), empregando duplo 
haploides no programa de SR com tabaco.

Um fato que não deve ser esquecido, e que nos programas de melhoramento já 
estabelecidos e bem planejados é perfeitamente possível para todas as espécies, 
quer sejam anuais ou até mesmo perene, é a obtenção de novas cultivares todos os 
anos. Assim, a vantagem de aceleração dos programas de seleção pode ser reduzida. 
Contudo, certamente irão ocorrer casos especiais, como por exemplo, a ocorrência de 
um novo patógeno, cuja fonte de resistência só é encontrada em germoplasma não 
adaptado. Nessa condição, certamente técnicas de SB poderão ser indispensáveis 
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visando a solução do problema o mais rápido possível. Esse fato foi discutido por 
Samantara et al. (2022), associando o SB a aplicações de outras ferramentas modernas 
que podem ajudar os melhoristas.

 Não há dúvida que, nas próximas décadas, a sociedade irá exigir dos programas 
de melhoramento maior agilidade na obtenção de novas cultivares melhores que as já 
existentes na produção de grãos, frutos, fibras e outros produtos da agricultura. Assim, 
novas tecnologias de SB serão sempre bem-vindas. A decisão ou não de sua utilização 
será evidentemente em função do seu benefício em relação ao custo de sua aplicação. 
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Introdução 
Nos últimos anos, o surgimento de tecnologias de edição de genoma, 

também chamadas novas tecnologias de melhoramento (NBTs – New Breeding 
Technologies), altamente versáteis, forneceram aos pesquisadores a capacidade 
de introduzir, rápida e economicamente, modificações específicas em sequências 
genômicas de um amplo espectro de tipos de células e organismos. Em particular, 
a facilidade com que a metodologia CRISPR/Cas (Clustered Regularly Interspaced 
Short Palindromic Repeats - repetições palindrômicas curtas agrupadas 
regularmente e inter espaçadas) pode ser utilizada para reconhecer novas 
sequências impulsionou uma revolução na edição de genomas, o que acelerou 
avanços científicos e descobertas em disciplinas diversas como biologia sintética, 
terapia genética humana, modelagem de doenças, descoberta de medicamentos, 
neurociência, e as ciências agrárias (Gaj et al., 2016).

Na agricultura, o uso de novas tecnologias de melhoramento genético abre 
possibilidades para o desenvolvimento de novas cultivares que podem superar as 
limitações do melhoramento clássico. Essas tecnologias eliminam ou limitam os 
riscos associados à primeira geração de ferramentas que resultaram em organismos 
geneticamente modificados (OGMs), por meio de diferentes técnicas de transgenia. 
No setor agrícola, espera-se que as barreiras ideológicas e de aceitação pelo 
público consumidor sejam superadas à medida que a informação científica se torne 
mais amplamente divulgada, permitindo que os benefícios dos produtos derivados 
dessas novas tecnologias cheguem aos consumidores, às lavouras e às prateleiras 

1Ambos os autores contribuíram igualmente. 
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dos supermercados. Embora muitas das aplicações das novas tecnologias de 
melhoramento genético estejam em fase de pesquisa, alguns produtos já são uma 
realidade comercial, como será apresentado no decorrer do texto. 

Uma característica notável dos produtos resultantes das NBTs é a potencialidade 
de contornar o laborioso e oneroso processo de desregulamentação que atualmente 
os OGMs estão sujeitos. Diversos países produtores e consumidores de NBTs, 
incluindo o Brasil, estão discutindo e implantando novas legislações para regular 
esses produtos. Nos novos termos, a maioria desses produtos, dependendo do tipo 
de alteração genética realizada, será considerada não geneticamente modificada 
(GM), o que facilitará e tornará mais barato o processo de desregulamentação. Tal 
fato amplia a competição entre os diferentes agentes do cenário científico, permitindo 
a emergência de novos “players”, além das grandes empresas multinacionais, 
e acelerando o tempo em que esses produtos chegarão aos produtores e aos 
consumidores finais.

As NBTs estão sendo amplamente utilizadas, tanto no setor público quanto no privado, 
para edição de genomas. No setor público, as NBTs são aplicadas para pesquisas 
básicas de cultivo com o objetivo de ampliar o conhecimento sobre a interação entre 
as culturas e o meio ambiente (Wessberg et al., 2021). Além disso, pesquisadores de 
institutos públicos, como a Embrapa (Empresa Brasileira de Pesquisa Agropecuária), 
também estão envolvidos na introdução e avaliação de características orientadas para 
o mercado consumidor.

No setor privado, muitas empresas têm intensificado a pesquisa, o 
desenvolvimento e as atividades de melhoramento genético, utilizando a edição de 
genomas como uma ferramenta adicional às técnicas de melhoramento clássico 
(Jorasch, 2020). Empresas de P&D de maior porte têm diversificado as abordagens 
para diferentes cultivares, com o objetivo de torná-las mais adaptadas à mercados 
específicos, levando em conta a regulamentação e aceitação pelos consumidores 
de produtos editados geneticamente. Esse cenário tem permitido o surgimento de 
diversas startups, como Benson Hill, Calyxt, Inari, Pairwise, Plantedit, SolEdits e 
Tropic Bioscience, que aplicam especificamente a tecnologia de edição de genomas 
para melhorar cultivares de diferentes espécies, impulsionando a economia tanto 
dos países de origem quanto mundial (European Parliament, 2022). Países em 
desenvolvimento, como o Brasil, estão avançando rapidamente no uso das NBTs 
para melhorar a agricultura nacional. Empresas privadas nacionais, como a 
SEMPRE AgTech/WIN, dentre outras, vem sendo motivadas a investir e desenvolver 
tecnologias inovadoras que visam transformar o setor agrícola.  Essas tecnologias 
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são projetadas para ajudar os agricultores a superar os desafios únicos que 
enfrentam, como a ocorrência de insetos-pragas e doenças, deficiência hídrica e os 
efeitos das mudanças climáticas. Com o aumento do investimento e aplicação em 
NBTs, espera-se que o Brasil possa aumentar a produtividade e a sustentabilidade 
da agricultura, além de gerar benefícios econômicos significativos para a sociedade 
como um todo.

Neste capítulo serão discutidas as principais técnicas de edição de genomas 
e exemplos de sua aplicação em culturas de interesse econômico, tanto em fases 
de pesquisa quanto de comercialização. Também serão abordados os aspectos 
regulatórios dos produtos obtidos por essas técnicas, bem como a percepção do 
público em relação a eles e o que se espera para o futuro dessa tecnologia.

Edição Gênica CRISPR/Cas

O sistema CRISPR/Cas tem papel importante na imunidade adaptativa em 
bactérias. Nesses organismos, o sistema CRISPR tipo II fornece proteção contra 
o DNA de vírus invasores e plasmídeos por meio da clivagem do DNA guiada por 
proteínas Cas (Wiedenheft et al., 2012; Sorek et al., 2013). Segmentos curtos de 
DNA estranho são integrados no locus CRISPR e transcritos em CRISPR RNA 
(crRNA), que então se ligam ao crRNA transativador (tracrRNA - trans-activating 
crRNA) para direcionar a degradação específica da sequência do DNA patogênico 
pela proteína Cas (Jinek et al., 2012). No ano de 2012, Emmanuelle Charpentier, 
Jennifer Doudna e colaboradores relataram que o reconhecimento do alvo pela 
proteína Cas9 requer apenas uma sequência específica dentro do crRNA e um 
motivo adjacente ao protoespaçador conservado (PAM - Protospacer-Adjacent 
Motif) localizada a montante do local de ligação do crRNA (Jinek et al., 2012). Desde 
então esse sistema foi simplificado para ser utilizado na engenharia de genomas e 
atualmente consiste apenas na nuclease Cas9, e suas variantes, e um único RNA 
guia (gRNA – guide RNA) contendo os elementos essenciais de crRNA e tracrRNA 
(Gaj et al., 2016). 

Resumidamente e de forma simplificada: o sistema CRISPR/Cas9 consiste em duas 
moléculas-chave que introduzem uma mudança no DNA. Uma enzima chamada Cas9 
atua como um par de “tesouras moleculares” que cortam as fitas duplas de DNA em 
um local específico do genoma para que segmentos de DNA possam ser adicionados 
ou removidos; e um segmento de RNA chamado RNA guia (gRNA) pré-desenhado 
(cerca de 20 bases de comprimento), que apresenta bases complementares aos da 
sequência de DNA alvo no genoma e está localizado dentro de uma sequência de RNA 
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mais longa, que “guia” a Cas9, assegurando que a enzima corte no ponto desejado do 
genoma. Nessa fase, a célula reconhece que o DNA está danificado e tenta repará-lo. 
Com essa descoberta, os cientistas puderam usar a maquinaria de reparo do DNA para 
introduzir alterações em um ou mais genes no genoma de uma célula de interesse, 
editando-o.

A diversidade de resultados genéticos possibilitados por essas tecnologias se 
deve, em grande parte, de sua capacidade de induzir eficientemente quebras na 
fita dupla de DNA de forma direcionada (DSBs – Double Strand Breaks). Essas 
quebras de DNA então conduzem a ativação das vias de reparo do DNA celular 
e facilitam a introdução de modificações genômicas específicas no local (Rouet 
et al., 1994; Choulika et al., 1995). Esse processo é mais frequentemente usado 
para obter o nocaute (silenciamento) de genes por meio de inserções de base 
aleatórias e/ou deleções que podem ser introduzidas por junção de extremidade 
não homóloga (NHEJ - Nonhomologous End Joining). Alternativamente, na 
presença de um modelo de doador com homologia com o sítio cromossômico alvo, 
pode ocorrer a integração gênica ou correção de base via reparo direcionado por 
homologia (HDR - Homology-Directed Repair) (Gaj et al., 2016). 

De fato, a simplicidade da programação CRISPR/Cas, juntamente com um 
mecanismo específico de clivagem de DNA, a capacidade de reconhecimento de 
alvo e a existência de muitas variantes do sistema, permitiram desenvolvimentos 
notáveis, aplicando esse método econômico e fácil de usar para direcionar, editar, 
modificar, regular e marcar com precisão e eficiência os loci genômicos de uma 
ampla gama de células e organismos (Doudna; Charpentier, 2014). 

Na Figura 1 é apresentada uma visualização esquemática do sistema CRISPR/
Cas, destacando similaridades e diferenças entre as endonucleases Cas9 e 
Cas12a (Cpf1), as quais têm sido amplamente empregadas em programas de 
edição genômica por diversas instituições, abrangendo empresas públicas, 
privadas e universidades. Características notáveis das enzimas Cas9 e Cas12a 
são destacadas, incluindo a diferença nos modos de corte genômico (um corte 
abrupto para Cas9 e um corte coesivo para Cas12a), a necessidade de gRNA 
de tamanho variável para cada enzima, e as dimensões distintas das próprias 
enzimas. Adicionalmente, enfatiza-se o processo subsequente de reparação de 
DNA, incorporando elementos como a recombinação homóloga e a junção de 
extremidades não homólogas.
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Figura 1. Comparação esquemática do sistema CRISPR/Cas, enfatizando as endonucleases 
Cas9 e Cas12a e a subsequente reparação do DNA (Criado com BioRender.com).

Exemplos de Aplicação das NTBs 
As NBTs estão se consolidando, e a tendência é que haja presença cada vez mais 

frequente de produtos desenvolvidos com essas tecnologias no mercado agrícola e 
nas prateleiras dos supermercados. É evidente que o uso das NBTs é irreversível e, 
para garantir o sucesso desses produtos, é essencial regulamentação confiável, bem 
como rotulagem precisa e eficaz para transmitir informações aos consumidores sobre 
as culturas editadas e seus produtos relacionados. Abaixo estão alguns exemplos 
bem-sucedidos de aplicação das NBTs no desenvolvimento de produtos agrícolas, 
tanto em fase de pesquisa quanto em fase comercial.

Mediante busca no banco de dados EU-SAGE (https://www.eu-sage.eu/genome-
search), foram identificadas até abril de 2023, 614 plantas editadas utilizando a técnica 
CRISPR/Cas, na grande maioria modificadas por meio do silenciamento (SDN1; site 
direct nuclease 1 - sítio de mutação direta da nuclease). A aplicação das NBTs foi 
realizada em mais de 60 espécies vegetais distintas. É importante ressaltar que o número 
de publicações que utilizam as NBTs aumentou significativamente a partir de 2015, com 
grande aumento nos anos subsequentes (Dima et al., 2022; European Parliament, 2022; 
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EU-SAGE, 2023). O EU-SAGE é banco de dados atualizado continuamente e novos 
trabalhos são inseridos à medida que são publicados em revistas científicas. 

Dados mostram que no mundo, até o ano de 2023, as aplicações orientadas para 
o mercado incluíram plantas cultivadas e ornamentais, frutíferas e flores (EU-SAGE). 
A maioria dessas aplicações foram realizadas em arroz, tomate, milho, trigo e soja 
(Figura 2). No entanto, outras culturas com menor área de plantio, tais como canola, 
batata, tabaco e cevada, entre muitas outras espécies, também são alvos de edição 
gênica. Encontram-se ainda no EU-SAGE informações sobre diversas espécies 
frutíferas com menores números de publicações, como morango, kiwi, laranja, toranja 
e cacau, além de flores (dente de leão, glória da manhã, orquídea, torênia e petúnia). 
Resumidamente, a maioria das características modificadas está em categorias 
agronômicas, tais como desempenho no crescimento, aumento de rendimento, 
seguidas de qualidade do produto, usos industriais, caracteres relacionados a cor e 
sabor, tolerância a herbicidas, aumento de tempo de prateleira, tolerância aos estresses 
bióticos, tais como fungos, bactérias e vírus, entre outros, e estresses abióticos tais 
como calor e salinidade, entre outros, além das características combinadas (Menz et al., 
2020; EU-SAGE, 2023). Quanto à metodologia de edição gênica utilizada, a maioria das 
culturas editadas foram geradas via sistema CRISPR/Cas9, com poucas sendo geradas 
utilizando outras enzimas, como Cas13 e Cas12a/Cpf1. China e Estados Unidos (EUA) 
estão na liderança do número de produtos de edição gênica. Vários países da Europa, 
tais como Bélgica, Holanda, Reino Unido, Suécia, Alemanha, Espanha, Hungria, Itália 
e França também figuram nesse cenário. Brasil, Israel, Arábia Saudita, Coreia do Sul, 
Nova Zelândia, Quênia, Rússia e Turquia também vêm desenvolvendo pesquisas com 
NBTs (Menz et al., 2020; Parisi; Rodríguez-Cerezo, 2021; EU-SAGE, 2023). 

Mais especificamente, algumas das características trabalhadas em culturas 
de grande importância econômica incluem floração precoce em arroz, com maior 
tamanho e número de grãos, enriquecido com carotenoides, e com resistência a 
doenças; camelina com composição de óleo alterada; soja com maiores teores de óleo 
e proteína; milho com maior produtividade de grãos em condições normais de cultivo 
e sob deficit hídrico; cana-de-açúcar com aumento no teor de sacarose e processo de 
sacarificação da biomassa; tomate com floração precoce, com alto teor de licopeno e 
tempo de prateleira mais longo; trigo rico em fibras, com baixo teor de glúten (redução 
de fatores alergênicos), e resistente a fungos; mostarda com sabor melhorado; 
amendoim com composição de óleo alterada, e batata sem glicoalcaloides e teores 
de amilopectina alterados, dentre outros. Para as espécies frutíferas, destacam-se 
características como videiras resistentes a fungos, com remoção do vírus da raia da 
banana, e morangos que florescem várias vezes (EU-SAGE, 2023). 
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Apesar de todos os esforços na pesquisa, as aplicações nas fases pré-comerciais e 
de mercado ainda são escassas (Parisi; Rodríguez-Cerezo, 2021). As razões para isso 
podem estar relacionadas ao fato de que novas técnicas genômicas (especialmente 
aquelas baseadas em CRISPR) ainda são recentes e/ou ainda residem incertezas 
regulatórias sobre essas técnicas em vários países. No entanto, espera-se que muitos 
outros produtos apareçam no futuro e beneficiem o consumidor final (Metje-Sprink et 
al., 2020; European Parliament, 2022).

Nos EUA, está disponível comercialmente uma cultivar de soja com óleo contendo 
alto teor de ácido oleico. Essa variedade contém mais ácidos graxos oleicos e menos 
linolênicos, resultando em maior estabilidade oxidativa do óleo quando submetido 

Figura 2. CRISPR/Cas na agricultura mundial, a partir da compilação de dados de 614 publicações 
selecionadas na rede EU-SAGE (European Sustainable Agriculture Through Genome Editing; 
https://www.eu-sage.eu/), disponíveis no mês de abril 2023. (A) Distribuição das publicações 
entre os anos de 2015-2023, mostrando tendência de aumento anual; (B) Distribuição das 
publicações em cinco classes temáticas; (C) Países líderes mundiais em pesquisas na área: (D) 
Espécies vegetais representadas nesses estudos.
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ao calor (Demorest et al., 2016). No Japão, uma variedade de tomate com níveis 
aumentados de ácido gama-aminobutírico (GABA) chegou ao mercado em setembro 
de 2021. O tomate japonês, da empresa Sanatech Seed’s Sicilian Rouge, aprovado 
para comercialização em dezembro de 2020, promete que a ingestão de GABA pode 
ajudar a diminuir a pressão arterial, promover o relaxamento e facilitar a concentração 
(Nonaka et al., 2017; European Parliament, 2022; Waltz, 2022). Ainda nesse país, 
foi aprovada, em 2021, a venda de duas espécies de peixes editados via CRISPR: 
um baiacu-tigre e outro dourado, ambos desenvolvidos pela startup Regional Fish 
Institute, com sede em Kyoto, em parceria com as Universidades de Kyoto e Kindai. As 
espécies editadas, que em breve estarão disponíveis no mercado, foram melhoradas 
para crescer mais do que as convencionais. No baiacu-tigre os pesquisadores 
conseguiram interromper o gene receptor de leptina, que controla o apetite, fazendo 
com que os peixes comam mais, aumentando a velocidade com que ganham peso. 
Os peixes editados crescem 1,9 vezes mais que os convencionais, permitindo-lhes 
atingir o tamanho de mercado mais cedo. Para o baiacu-dourado, os pesquisadores 
desativaram a proteína miostatina, que suprime o crescimento muscular, permitindo o 
peixe crescer cerca de 1,2 vezes mais, consumindo a mesma quantidade de alimento. 
Com a introdução dessas características espera-se reduzir os custos de produção dos 
peixes que serão cultivados em sistema de piscicultura (Japan..., 2022).

Uma curiosidade interessante é que pesquisadores já foram capazes de editar até 35 
alelos de uma única vez via CRISPR/Cas9. Sánchez-León et al. (2018) editaram 35 de 45 
cópias do gene α-gliadina simultaneamente. A gliadina é um componente das proteínas 
do glúten no trigo que desencadeia, a partir de sua ingestão, um distúrbio autoimune 
chamada doença celíaca em indivíduos geneticamente predispostos. A mutação das 35 
cópias reduziu a imunorreatividade ao trigo em 85% (Sánchez-León et al., 2018). 

No Brasil, diversos organismos foram geneticamente editados, dentre eles, 
eventos para culturas economicamente importantes, inclusive com aprovação para 
uso comercial (CTNBIO, 2022). Nessa lista encontram-se três cultivares de soja (duas 
desenvolvidas pela GDM Genética do Brasil S.A. e uma pela Embrapa Soja), duas 
variedades de cana de açúcar pela Embrapa Agroenergia e uma linhagem de milho 
pela Corteva. As cultivares de soja da empresa GDM apresentam níveis mais baixos de 
rafinose e tolerância à deficiência hídrica. O evento que teve o gene da rafinose editado 
apresentou redução de 75% de rafinose e 50% de estaquiose nas sementes, agregando 
valor para a cadeia produtiva da soja. A utilização da cultivar editada na avicultura e 
suinocultura deve aumentar a qualidade nutricional das rações, reduzindo custos com 
engorda e permitindo ganho de peso mais rápido nos animais (CTNBIO, 2022). Por 
sua importância na indústria de rações, a manipulação de fatores antinutricionais foi 
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também o alvo de pesquisa da Embrapa Soja. A cultivar editada possui um dos fatores 
antinutricionais desativado, a lectina, e foi obtida pela tecnologia CRISPR/Cas9. Cabe 
ressaltar que esses fatores antinutricionais dificultam a digestão da soja por animais 
monogástricos, que possuem estômago com capacidade de armazenamento reduzida, 
causando gases, desconforto intestinal e, consequentemente, redução no ganho de 
peso. Assim, o uso da soja convencional para esses fins depende de processamento 
térmico para inativar esses fatores antinutricionais, aumentando os custos de produção. 
Esse evento editado poderá reduzir os custos da utilização da soja para alimentação 
animal. É importante destacar ainda que, por serem consideradas não transgênicas, 
a liberação comercial dessas cultivares é mais rápida, reduzindo custos e facilitando 
a entrada de produtos no mercado com biossegurança assegurada (CTNBIO, 2022).

Duas variedades de cana-de-açúcar editadas foram desenvolvidas pela Embrapa 
Agroenergia, a partir do silenciamento dos genes BAHD1 e BAHD5 (acil transferases). 
Ambas variedades foram obtidas pelo método de Ribonucleoprotein (RNP) via CRISPR/
Cas9, e apresentam maior sacarificação da biomassa vegetal e maior acúmulo de 
sacarose, permitindo ganhos incrementais na produção convencional de etanol de 2ª 
geração (2G), ração animal e produção de compostos químicos de alto valor agregado 
(CTNBIO, 2022).

A tecnologia CRISPR/Cas também foi usada para deletar parte do gene waxy - 
Wx1 em linhagens de milho dentado da DuPont Pioneer (atual Corteva), resultando 
no fenótipo de milho ceroso, que reduziu a produção de enzimas funcionais, 
interrompendo assim a rota de síntese da amilose, e conduzindo a produção de 
amido com quase 100% de amilopectina. Esse milho oferece vantagens industriais, 
melhorando a uniformidade, estabilidade e textura em vários produtos alimentícios, 
além de apresentar melhores qualidades ligantes no processo de fabricação de papel, 
na indústria têxtil e na produção de adesivos (Grain, 2021).

Para os próximos anos, espera-se que mais cultivares geneticamente editadas 
sejam disponibilizadas aos agricultores para plantio e que novos produtos contendo 
diferentes características cheguem ao consumidor final. Em 2023, por exemplo, 
espera-se que uma variedade de mostarda enriquecida com nutrientes seja introduzida 
no mercado americano (European Parliament, 2022).

Biossegurança dos Produtos Gerados pelas NBTs 
A regulação dos produtos gerados pelas NBTs ainda é assunto de muita discussão 

mundialmente. O debate principal foi e ainda é sobre se os organismos geneticamente 
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editados (GEDs – Genetically Edited Organisms) devem ser considerados no 
mesmo nível de escrutínio que os organismos geneticamente modificados (GMOs - 
Genetically Modified Organisms). A seguir, serão abordados os princípios básicos de 
regulamentação de culturas editadas em alguns países.

Em 2023, o mais alto tribunal da União Europeia, o Tribunal de Justiça da União 
Europeia (ECJ – European Court of Justice), resolveu, em uma decisão histórica, que 
as plantas geneticamente editadas não estão sujeitas ao escopo regulatório aplicado 
aos organismos geneticamente modificados (OGMs). Essa decisão legal com base 
cientifica está em alinhamento com a legislação já em vigor em países líderes nesse 
contexto, como Brasil e Estados Unidos. Esse marco representa um grande avanço 
para a biotecnologia vegetal Europeia e mundial, expandindo as possibilidades de 
mercado no setor agrícola. Esse é um passo significativo para a comunidade científica, 
revolucionando a maneira como cultivamos nossa comida e contribuímos para 
alimentar o mundo (Chee, 2023). 

Novos esforços estão sendo realizados na tentativa de se estabelecer uma legislação 
única aos produtos NBTs. Em linhas gerais, duas direções estão sendo consideradas: 
a primeira é estabelecer tratamento especial para os OGMs, restringindo a natureza 
de um OGM à descrição genética da nova característica reivindicada. Não importaria 
qual método foi utilizado, mas sim outras alterações genéticas e epigenéticas que a 
metodologia pode causar, avaliando-se o produto e não a história de sua obtenção. A 
segunda direção seria criar tratamento especial para os OGMs que contribuam para 
as metas de sustentabilidade, onde um OGM rotulado e “sustentável” passaria por 
processo mais leve de avaliação. No entanto, um OGM “não sustentável” não seria 
autorizado (Krinke; Meunier, 2022).

Nos EUA, as novas variedades de plantas produzidas por NBTs são reguladas 
por três agências diferentes: no Departamento de Agricultura dos EUA, o Serviço de 
Inspeção de Saúde Animal (USDA APHIS - US Department of Agriculture, Animal Plant 
Health Inspection Service) regula o risco de pragas de plantas sob a Lei de Proteção 
de Plantas (Plant Protection Act); a Agência de Proteção Ambiental (Environmental 
Protection Agency) regula os protetores incorporados às plantas sob a Lei Federal de 
Inseticidas, Fungicidas e Rodenticidas (Federal Insecticide, Fungicide, and Rodenticide 
Act); e a FDA (Food and Drug Administration) regulamenta a segurança alimentar sob 
a Lei Federal de Alimentos, Medicamentos e Cosméticos (Federal Food, Drug, and 
Cosmetic Act). 

Essas três agências regulam as características dos produtos em si e não o 
processo para desenvolvê-los. O documento intitulado “SECURE” (Sustainable, 
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Ecological, Consistent, Uniform, Responsible, Efficient - Sustentável, Ecológico, 
Consistente, Uniforme, Responsável, Eficiente) (Detalhes disponíveis em https://
www.federalregister.gov/documents/2019/06/06/2019-11704/movement-of-certain-
genetically-engineered-organisms), compilado pelo APHIS, em 2020, isentaria (não 
regularia) plantas editadas por genes que poderiam ter sido desenvolvidas por 
metodologias convencionais, sob a mesma regulamentação de OGMs já existentes. 
Essas isenções têm como foco tornar a regulamentação de plantas editadas mais 
alinhada com as diretrizes para culturas criadas convencionalmente, que, embora 
sejam “isentas de risco”, têm riscos determinados como “gerenciáveis por padrões 
aceitos” (Global Gene Editing Regulation Tracker, 2022).

No Canadá, a Agência Canadense de Inspeção de Alimentos (CFIA- Canadian 
Food Inspection Agency) é responsável por regular as plantas geneticamente 
modificadas (chamadas PNTs – Plants with novel traits) para a segurança ambiental. O 
departamento de saúde (Health Canada) é responsável pela segurança de alimentos e 
rações e deve avaliar e aprovar as PNTs usadas para alimentação humana ou animal 
e notificar o público antes que possam ser vendidas no país. A CFIA avalia os produtos 
caso a caso para decidir se eles contêm novas características, com foco no produto 
final, não no processo usado para criar o produto. Quaisquer plantas, alimentos ou 
rações que contenham características novas requerem avaliações ambientais e de 
segurança para serem aprovadas. Embora o Canadá pareça estar caminhando para 
regular com menos restrições as culturas editadas por genes, permanece a incerteza 
sobre quais tipos e quantos produtos de edição de genes irão necessitar a supervisão 
e qual será esse nível de supervisão. Nesse contexto, atualmente, ambas as agências 
estão propondo novos documentos de “orientação regulatória” com foco em PNTs 
desenvolvidas por meio da tecnologia de edição de genes (Smyth, 2021; Global Gene 
Editing Regulation Tracker, 2022).

Na China, o Ministério da Agricultura e Assuntos Rurais (Ministry of Agriculture 
and Rural Affairs) publicou em janeiro de 2022 novas regras sobre testes de campo 
para plantas obtidas por NBTs, abrindo caminho para um melhoramento mais rápido 
das culturas, visando a segurança alimentar. As diretrizes preliminares de edição de 
genes indicam que, uma vez que testes-piloto com as plantas editadas tenham sido 
concluídos, um certificado de produção pode ser solicitado, eliminando a necessidade 
de longos testes de campo aplicados para plantas GM (ISAAA, 2022).

O Japão possui regras consideradas leves para culturas editadas, que devem ser 
registradas, mas não requerem testes de segurança ou ambientais, a menos que a 
planta contenha DNA exógeno. As culturas e alimentos obtidos por NBTs são avaliados 
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caso a caso e exigem uma notificação ao governo, que inclui informações sobre a 
técnica utilizada e os genes modificados. Se a cultura editada for cruzada com outra 
convencional ou editada para outros genes, um processo de notificação separado deve 
ocorrer. Quatro diferentes ministérios regulam as culturas e alimentos geneticamente 
modificados/editados: o Ministério da Agricultura, Silvicultura e Pesca (MAFF - Ministry 
of Agriculture, Forestry and Fisheries), o Ministério da Saúde, Trabalho e Bem-Estar 
(MHLW - Ministry of Health, Labour and Welfare), o Ministério do Meio Ambiente (MOE 
- Ministry of Environment) e o Ministério da Educação, Cultura, Esportes , Ciência e 
Tecnologia (MEXT - Ministry of Education, Culture, Sports, Science and Technology). 
A Comissão de Segurança Alimentar (FSC - Food Safety Commission), um órgão 
independente, realiza avaliação de risco de segurança de alimentos e rações para 
MHLW e MAFF. Adicionalmente, governos locais podem estabelecer requisitos 
regulatórios adicionais para culturas editadas. As recomendações, no entanto, não 
abordam os requisitos de rotulagem para alimentos obtidos via NBTs (Global Gene 
Editing Regulation Tracker, 2022).

Nos países da América Latina, não há consenso. Países como Belize, Bolívia, 
México, Peru e Venezuela possuem alta restrição aos GDEs, já Argentina, Brasil, 
Chile, Colômbia, Equador, Guatemala, Honduras e Paraguai apresentam níveis 
mais baixos de restrição. A definição das regras de regulamentação desses produtos 
está em andamento em El Salvador e Panamá. Costa Rica, República Dominicana, 
Nicarágua, Trinidade e Tobago e Uruguai não possuem regulamentação definida, 
enquanto para países como Guiana Francesa, Guiana e Suriname não existe 
nenhuma informação disponível sobre o status da regulamentação de produtos 
obtidos via NBTs. 

No Brasil, a Resolução Normativa nº 16 (RN16), publicada em 15 de janeiro de 
2018, descreve todas as diretrizes e requisitos técnicos para apresentação de consulta 
à CTNBio sobre produtos derivados das NBTs. De forma resumida, esse documento 
determina, por meio de análise caso a caso, se um produto gerado por NBTs deve ou 
não ser classificado como OGM. Para essa consulta, a instituição desenvolvedora deve 
fornecer informações sobre o organismo original e o produto, incluindo os métodos 
utilizados para gerá-lo, e sua análise molecular. Em termos práticos, os produtos obtidos 
por mutação aleatória direcionada ao sítio que envolve a junção final não homóloga 
(NHEJ - non-homologous end joining) (considerado SDN1- site direct nuclease 1- sítio 
de mutação direta da nuclease) ou reparo homólogo direcionado (HRD - homologous 
repair directed) ao sítio que envolve poucos nucleotídeos (mutação tipo SDN2) e que 
atendem às condições estabelecidas na RN16, poderiam ser considerados como não 
OGM (Vieira et al., 2021; CTNBIO, 2022).
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Em contraste, as inserções de transgenes direcionadas ao sítio (mutação tipo 
SDN3) serão provavelmente classificadas como OGM, de acordo com a RN16. Caso 
o produto seja designado como OGM, o desenvolvedor deverá cumprir com todos os 
requisitos de biossegurança e será aprovado somente após a avaliação de risco da 
CTNBio. O produto pode ser registrado usando os procedimentos existentes se não for 
classificado como OGM. A RN16 se aplica a todos os tipos de organismos, incluindo 
plantas, animais e microrganismos, em fase de pesquisa e/ou liberação comercial 
(Vieira et al., 2021; CTNBIO, 2022).

Redução do Impacto do Termo OGM
Segundo Tagliabue (2018), o termo “OGM” é prejudicial e uma bússola de direção 

enganosa. Muito da rejeição pública aos produtos e subprodutos GM deve-se ao 
argumento de que existe uma preocupação de que os OGMs representem uma 
tendência “Frankenfoods” que podem desencadear uma série de consequências não 
intencionais. No entanto, ao se questionar mais profundamente essa desaprovação, 
vê-se que a desinformação é o grande impulsionador desse cenário. Primeira 
pergunta: quem sente essa preocupação? Resposta: parte do público, mas certamente 
não a esmagadora maioria de cientistas envolvidos na pesquisa e obtenção desses 
produtos. Segunda questão: quem “alimenta” essa preocupação? Resposta: grupos 
antibiotecnologia que lucram com esse alarmismo e a mídia, que tendenciosamente 
cria um falso entendimento ao comparar os resultados consistentes de pesquisa 
científica com alarmismo genérico e infundado. Terceira pergunta: qual é a base dessa 
preocupação? Respost a: não há, pois deriva de um grande erro epistemológico.

Ainda segundo esse mesmo autor, o erro que leva a controvérsias em relação 
aos OGMs é devido ao enfoque dado aos processos usados para desenvolver novas 
variedades de plantas, microrganismos e animais; quando se deveria limitar as 
considerações às avaliações de impacto ambiental e de segurança e às características 
fenotípicas dos produtos que são o resultado dos experimentos (Tagliabue, 2017). Na 
verdade, resultados insatisfatórios também podem derivar de técnicas tradicionais: 
inúmeras tentativas não OGM foram descartadas. De modo geral, aqueles que 
exigem testes intermináveis para OGMs, e que agora pressionam do mesmo modo 
para os produtos obtidos através das NBTs, são incapazes de apresentar qualquer 
fundamentação científica robusta para seus argumentos (Tagliabue, 2018).

No campo da biotecnologia agroalimentar, a objeção mais frequente é que 
os resultados das técnicas para se obter produtos GMs e, agora, os provenientes 
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das NBTs, são imprevisíveis; mas os críticos sempre falham em adicionar ao que a 
ciência já sabe: não existe uma bola de cristal para predizer aos resultados dessas 
tecnologias. No entanto, a ciência utiliza experiências anteriores, estudos, análises 
e conhecimento, e últimas avaliações a posteriori para determinar possíveis falhas e 
implicações, e também formular soluções. De fato, a imprevisibilidade é um padrão de 
qualquer processo de criação (Tagliabue, 2018).

Mesmo diante da inabilidade de se provar os “perigos” dos OGMs e agora dos 
produtos obtidos via NBTs, o obstáculo da opinião pública ainda existe e precisa 
ser superado. Mas há esperança para o futuro. Um estudo publicado em 2022, 
envolvendo 2.000 americanos, mostrou que a disposição dos indivíduos para comer e 
evitar propositalmente alimentos editados (GEFs - gene-edited foods) é impulsionada 
principalmente por seus valores sobre alimentação, ciência e tecnologia, confiança 
e conscientização sobre os alimentos. Surpreendentemente, as atitudes do público 
acerca das características tangíveis dos alimentos, tais como segurança, custo, sabor 
e aparência, não teve influência sobre as percepções de alimentos GM. Os dados 
mostraram ainda que as pessoas adeptas aos alimentos editados que expressam 
vontade de comer e não evitar GEFs, geralmente são pró-tecnologia, têm conhecimento 
sobre os alimentos GEFs e confiam no governo e na indústria para supervisionar 
os produtos à medida que entram no mercado. Por outro lado, os céticos da GEFs, 
aqueles que não querem comer e que planejam evitar GEFs, tendendo a ser guiados 
pela ética alimentar e crenças, são mais propensos a manter fortes crenças religiosas, 
e se identificam como politicamente mais conservadores (Cummings; Peters, 2022).

Esse grupo, na sua grande maioria, desconfia do governo e da indústria para 
supervisionar os produtos GEFs e, em vez disso, confiam mais nas organizações 
ambientais que podem representar melhor seus valores em relação à alimentação. Uma 
importante conclusão desse estudo foi a necessidade de melhor comunicação focada no 
consumidor. Os autores acreditam que à medida que as pessoas se familiarizarem com 
os processos de desenvolvimento, mais produtos entrarem no mercado comercial, e 
melhor comunicação atingindo públicos mais amplos seja implementada, a aceitação de 
produtos obtidos via NBTs pelo consumidor estará garantida (Cummings; Peters, 2022).

Outro estudo avaliou 59 manuscritos relacionados a atitudes dos consumidores 
e disposição de pagar por alimentos gerados a partir de NBTs, e apontou resultados 
similares. Os dados sugeriram que grandes segmentos de consumidores, mas 
não todos, estão dispostos a consumir e pagar por alimentos derivados das NBTs, 
especialmente se eles apresentarem características que os consumidores percebem 
como benéficas para a saúde humana e animal e o meio ambiente. Os autores 
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acreditam que devido à comercialização ainda limitada de alimentos derivados das 
NBTs, pesquisas constantes devem ser realizadas, à medida que novos alimentos 
estejam amplamente disponíveis no varejo (Beghin; Gustafson, 2021).

Nesse contexto, fica claro que a aceitação pública dos alimentos provenientes 
de NBTs deverá ficar menos conturbada, provavelmente, quando do lançamento de 
ampla gama de produtos derivados de OGMs no mercado consumidor, talvez pelo 
acesso à informação ou pela falta de alarde midiático. De qualquer maneira, esse 
cenário tornará os resultados dessas tecnologias mais rapidamente acessíveis ao 
grande público e aos produtores, contribuindo para a produção e segurança alimentar 
e economia dos países produtores.

Perspectivas 

Considerando o cenário atual das pesquisas básicas e aplicadas no desenvolvimento 
de produtos via NBTs, para o futuro, pode-se vislumbrar um aumento de variedades 
sendo disponibilizadas aos produtores e mercadorias chegando nas prateleiras dos 
consumidores com diferentes características, abrindo-se um leque de possibilidades 
que vai desde um melhor manejo da lavoura e redução de custos, até produtos com 
maior valor agregado.

Fato importante que deve ser considerado para que no futuro esses produtos não 
encontrem a resistência e a rejeição que os OGMs tiveram no passado e ainda têm 
hoje, mas em menor intensidade, é como a “mensagem” será entregue pelos cientistas 
e como a mídia irá repassar estas informações ao grande público, para que um 
entendimento correto e claro sobre a ciência por trás desses produtos seja acessível, 
e compreendida sem medos e tabus, deixando claro a ciência, os pontos positivos, as 
vantagens desses produtos e garantindo sempre que a segurança das pessoas, dos 
animais e do meio ambiente foi observada.

Considerações Finais
A edição genômica via CRISPR/Cas veio como uma ferramenta de democratização 

da ciência, ampliando a possibilidade de startups e instituições públicas de pesquisa 
e universidades em competir na geração de produtos biotecnológicos com grandes 
multinacionais. Algumas dessas conquistas podem ser observadas no Brasil com 
as liberações de cultivares de soja e variedades de cana-de-açúcar por diferentes 
unidades da Embrapa, por exemplo.
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Embora a tecnologia seja inovadora, de menor custo e altamente precisa ainda 
existem divergências nas legislações pelo mundo. Alguns países são mais rigorosos e 
relutantes para aceitar a liberação de produtos editados de forma diferente daqueles 
obtidos via transgenia. 

Por se tratar de uma tecnologia bastante recente e envolver discussões sobre sua 
regulamentação, apenas dois produtos estão de fato no mercado, são eles um tomate 
japonês e uma soja americana. No entanto, espera-se que muitos outros produtos 
apareçam no futuro e, por fim, cheguem ao mercado. 
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